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Abstract
The objective of this thesis is to study users behavior as water and electricity consumers.
This is achieved from data collected by smart meters and available in the form of time series
of irregularly spaced events in time that represent the instants of consumption at a single
measurement point. These data are also translated into the form of Load Curves (Cdc) generally
sampled. After a pre-treatment, the data is used for the supervised classi�cation of daily
water quantities with di�erent Machine Learning (ML) algorithms. Then, a new approach
was proposed to determine the probability density function of the daily water consumption
of users in order to reduce data and optimize computer resources. This has facilitated the
development of an algorithm for detecting small as well as large water leaks. Many supervised
ML approaches have been applied and individually tested for the classi�cation of electrical
devices according to the harmonic current characteristics they generate. Secondly, we have
proposed hybrid approaches that combine the previous methods in order to obtain highly
e�cient classi�cation results. Finally, in the context of consumption forecasting, hybrid models
that combine deterministic and learning approaches have been implemented and tested to
predict the next moments of consumption or the quantities of consumption expected in the
future hours with much better performance.

Key words: Smart consumption meter, load curve, time series, data analysis, classi�cation,
clustering, prediction, machine learning, arti�cial neural networks, SARIMA, LSTM.

iii





Résumé
L’objectif de cette thèse consiste à étudier le comportement des utilisateurs en tant que consom-
mateurs d’eau et d’électricité. Ceci est réalisé à partir de données collectées par des compteurs
intelligents et disponibles sous la forme de séries temporelles d’événements irrégulièrement
espacés dans le temps qui représentent les instants de consommation (1 litre ou 1 kWh). Ces
données sont également traduites sous la forme de Courbes de charge (Cdc) généralement
échantillonnées par minute ou par heure. Dans ce cadre, une plateforme de monitoring de
bâtiments a été développée ex nihilo a�n de collecter des données qui sont issues d’un seul
point de mesure regroupant de multiples usages et plusieurs usagers. Après un pré-traitement,
les données servent à la classi�cation supervisée des CdC journalières d’eau avec di�érents algo-
rithmes de Machine Learning (ML). Puis, une nouvelle approche a été proposée pour déterminer
la fonction de densité de probabilité de la consommation d’eau journalière des utilisateurs. Le
but consiste à réduire les données a�n d’optimiser les ressources informatiques dans l’étape de
classi�cation. Ceci a favorisé la mise au point d’un algorithme de détection des petites ainsi que
des grandes fuites d’eau. De nombreuses approches de ML supervisées ont été appliquées et
testés individuellement pour la classi�cation des appareils électriques selon les caractéristiques
harmoniques de courant qu’ils génèrent. Il s’agit des K plus proches voisins, des arbres de
décision ou encore les cartes auto-organisatrices. Dans un second temps, nous avons proposé
des approches hybrides qui combinent les méthodes précédentes de ML a�n d’obtenir des
résultats de classi�cation très performants. En�n, dans le contexte de la prévision des consom-
mations, pas moins de onze modèles hybrides qui combinent des approches déterministes et par
apprentissage ont été implémentées et testées. Elles sont basées sur une modélisation de séries
temporelles avec l’approche SARIMA (Seasonal Autoregressive Integrated Moving Average), la
méthodologie de Box et Jenkins, les réseaux de neurones arti�ciels multicouches et le LSTM
(Long Short Term Memory). Elles ont permis de prédire les prochains instants de consommation
ou les quantités de consommation prévues dans les futures heures avec des performances bien
meilleures qu’avec les approches individuelles.

Mots clés : Compteur intelligent de consommation, courbe de charge, série temporelle, analyse de
données, classi�cation, clustering, prédiction, apprentissage automatique, réseaux de neurones
arti�ciels, SARIMA, LSTM.
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1 Introduction générale

“La vérité est pareille à l’eau qui prend la forme du vase qui la contient.”
— Ibn Khaldoun —

1.1 Contexte de la thèse

Des nouveaux dé�s environnementaux s’imposent dans le contexte de la gestion des ressources
énergétiques et hydrauliques. A�n de relever ces dé�s, il faut envisager des développements
innovants en particulier dans l’utilisation et la préparation au quotidien de ces ressources qui
n’existent qu’en quantités limitées. Les nouvelles « technologies digitales » permettent de
mieux appréhender la distribution et la gestion des ressources dans les bâtiments résidentiels et
tertiaires. Toutefois, les avancées technologiques dans le domaine du numérique o�rent des
possibilités accrues de recueil des données permettant de surveiller de manière plus �ne l’usage
de l’eau ou de l’électricité, et de détecter plus rapidement des anomalies dans les réseaux (fuites,
gaspillage, fraudes, etc).

Dans notre étude, nous abordons la question du monitoring en temps réel des réseaux de
distribution d’eau et d’électricité qui représente une continuité de la thèse de Julien Spiegel
préparée à l’IRIMAS [1] et qui portait sur le développement d’un compteur transmettant des
données en temps réel.

De ce fait, cette thèse, qui s’intitule «Analyse, classi�cation et prédiction de consommation
d’eau et d’électricité par des techniques de machine learning », s’inscrit dans le contexte
de l’analyse des données des réseaux intelligents (en anglais « Data Analytics of Smart Grids
») [2] a�n d’analyser des masses de données recueillies via les compteurs communicants et d’en
extraire de l’information.

L’IoT [3] est une extension de l’architecture internet représentée par un réseau d’appareils
connectés contenant de l’électronique, des logiciels, des capteurs, des actionneurs et une con-
nectivité permettant à ces éléments d’interagir et d’échanger des données [4]. Cette technologie
permet de rendre la collecte des données automatique via internet. Elle a permis d’exploiter
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Compteur d'électricité intelligent

Compteur d'eau intelligent Base de donées

Figure 1.1: Contexte général des compteurs d’eau et d’électricité intelligents au sein des bâti-
ments tertiaire et privé

des stratégies AMR (Automatic Meter Reading) permettant de collecter des données de con-
sommation d’une façon automatique et de concevoir des infrastructures de comptage avancé
AMI (Advanced Metering Infrastruction). Elle permet de minimiser le temps que l’humain
doit passer à gérer le système. Le concept IoT [5] vise à rendre l’architecture du système
d’information plus importante pour la mise en œuvre de bâtiments intelligents d’une manière
plus répandue à partir des compteurs d’eau et d’électricité intelligents. Puis, il s’agit d’explorer
ces données a�n de mieux cerner le comportement des utilisateurs et de monitorer le processus
de consommation des ressources dans une logique d’optimisation et de développement durable.
Ces données, représentées sous forme de séries temporelles et courbes de charge (Cdc) [6]
représentent une grandeur qui décrit l’évolution de la consommation au cours du temps et qui
sont la base pour la classi�cation, le clustering, l’analyse et la prévision. Nous projetons dans
ce cadre de recourir aux techniques de Machine Learning (ML) [7] qui ont connu une avancée
importante dans la classi�cation des données et la prédiction de la consommation future. Nous
proposons di�érents systèmes permettant aux consommateurs de connaître leur consommation
en temps quasi réel ainsi que de recevoir un message d’alarme en cas de fuite d’eau en aval
de leurs propres compteurs intelligent. De ce fait, les utilisateurs peuvent prendre davantage
conscience de leur consommation et éviter les gaspillages. L’analyse et la compréhension de
la consommation d’eau et d’électricité permettra de se projeter vers plusieurs perspectives de
recherche. On peut envisager d’autres types de consommations telles que celle de gaz.

La Fig. 1.1 représente le contexte général de di�érents compteurs d’eau et d’électricité intelligents
pour la surveillance et la gestion de ces deux ressources au sein d’un bâtiment tertiaire et d’une
installation privée.
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1.2 Problématiques et objectifs de la thèse

Le nombre croissant d’appareils utilisant l’eau et l’électricité, dans les bâtiments résidentiels,
industriels ainsi que commerciaux, favorise une grande consommation de ces ressources. Ils
contribuent également à la polyvalence de l’utilisation quotidienne et saisonnière de l’eau
dans les réseaux électriques et les réseaux de distribution d’eau (WDN) [8]. Néanmoins, le
développement des stratégies innovantes pour les réseaux de distribution d’eau présente un
retard considérable par rapport aux énormes études et développements réalisés sur les réseaux
électriques intelligents. De ce fait, cette thèse se focalise plus sur les réseaux de distribution
d’eau dans le but de les rendre intelligents.

Une surveillance continue et une analyse des données de consommation quotidienne sont
judicieuses car elles apportent aux utilisateurs une bonne compréhension de leurs consom-
mations et un contrôle plus e�cace de leurs ressources. Un accès en temps réel aux données
de consommation permet aux fournisseurs d’avoir une vue à jour des aspects techniques, de
sécurité et de risque sur leur infrastructure [8].

Dans ce contexte, nous nous concentrerons plus particulièrement sur l’analyse des consomma-
tions d’eau et d’électricité. Pour atteindre cet objectif, une solution consiste à collecter les pro�ls
de consommation par des Cdc et des séries temporelles des consommations. Malgré la nature
numérique des appareils de mesure utilisés un traitement et une discrétisation s’imposent pour
harmoniser l’échelle de temps. Les données qui pourront être analysées dans ce contexte sont
les index et les évènements de la consommation.

Ainsi les objectifs visés sont :

• La modélisation de la consommation d’eau et d’électricité à travers des Cdc,

• Le regroupement des usagers en classes, chaque classe étant caractérisée par un pro�l
d’usage (pro�l global et/ ou hebdomadaire (niveau bâtiments), pro�l journalier (normale/
anormale, jours d’activités/ weekends, vacances, fériés),

• La détection des changements d’habitudes de consommation à l’échelle d’un consomma-
teur, également à des fuites d’eau ou à des phénomènes anormaux (à l’exception des fêtes,
canicules, etc),

• La prévision à court terme de la consommation d’un usager ou d’une classe de consom-
mateurs.

Ainsi la Fig. 1.2 résume les contributions réalisées dans cette thèse. Il n’existe pas de jeu de
données de consommation d’eau et d’électricité accessible, avec un échantillonnage �n et des
événements d’anomalie étiquetés. Par conséquent, nous proposons, dans cette thèse, de traiter
les problématiques en suivant le processus de recueil des données. De ce fait, la quantité des
données utilisées pour chaque étape est variable.
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Figure 1.2: Contributions de la thèse

1.3 Publications scienti�ques

Les travaux de recherche menés dans cette thèse ont été validés par les publications suivantes.

Posters scienti�ques et présentations orales
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Research (URCforSR 2018): International Conference, Strasbourg, France, Septembre
24-25, 2018.

• [10] Aida Boudhaouia, Patrice Wira, «Detection et classi�cation de comportements util-
isateurs par apprentissage machine des consommations», Journée doctorale des Sciences
Exactes, Université de Haute Alsace, Mulhouse, 12 Juin 2020.

Articles de conférences nationales

• [11] Aida Boudhaouia, Julien Spiegel, et Patrice Wira, «Recueil et exploitation de
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7-8 juin 2018.

Articles de conférences internationales
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detection in the context of a smart tertiary building», IEEE, International Conference on
Applied Smart Systems (ICASS’18), Medea, Algeria, p. 1-6, 24-25 November 2018.
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• [13] Anissa Ticherahine, Aida Boudhaouia, Patrice Wira et Abdenacer Makhlouf, «Time
series forecasting of hourly water consumption with a hybrid model in the context
of a tertiary building», IEEE, International Conference on Decision Aid Sciences and
Applications (DASA 2020), Bahrein, 8-9th November 2020.

• [14] Aida Boudhaouia, Patrice Wira, «Comparison of machine learning algorithms to
predict daily water consumptions», IEEE, International Conference on Design & Test of
integrated micro & nano-Systems (DTS 2021), Sfax, Tunisia, 07-10 Jun 2021.

Chapitre d’ouvrage

• [15] Aida Boudhaouia, Patrice WIRA, «Power and water consumption monitoring with
Iot devices and machine learning methods in a smart building», in Sustainability Research
in the Upper Rhine: Concepts and Case Studies, P. Hamman et S. Vuilleumier (eds), vol.
346, Presses Universitaires de Strasbourg, 2019.

Articles de revues internationales

• [16] Aida Boudhaouia, Patrice Wira, 2021, « A real-time data analysis platform for
short-term water consumption forecasting with machine learning », Forecasting, 3(4),
p. 682-694, 2021.

• [17] Anissa Ticherahine, Aida Boudhaouia, Patrice Wira et Abdenacer Makhlouf,
«Hourly prediction of time series with deterministic and learning models-Application
to water and electricity consumption in a tertiary building», Applied Mathematics and
Computation, 2021 (Soumis).

• [18] Aida Boudhaouia, Patrice WIRA, «Probabilistic and learning approaches for real-
time classi�cation of time series in the context of water consumption», Applied Arti�cial
Intelligence, 2021 (Soumis).

1.4 Organisation du manuscrit

Ce rapport de thèse est composé de sept chapitres qui sont structurés comme suit :

• Le chapitre 2 "Algorithmes Machine Learning pour l’analyse de données de con-
sommation" présente un état de l’art sur les algorithmes ML. L’enjeu majeur dans
cette thèse est le fait d’exprimer l’étroite symbiose entre les approches : classi�cation,
détection d’anomalie et prévision des consommations ainsi que de trouver la précision
la plus accrue en ces approches. Tout cela permet de modéliser, analyser et exploiter
des masses des données recueillies via les compteurs communicants et d’en extraire de
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l’information. La majorité des études antérieures analysées ont adopté une précision
horaire ou moindre (annuelle, mensuel, hebdomadaire, journalière) de la consommation
accompagnée par d’autres indicateurs tels que la température, l’humidité, etc. Nous
proposons toutefois dans cette thèse, ces techniques ML qui sont appliquées sur des
données des consommations réelles issues à partir d’un seul point de mesure général.

• Le chapitre 3 "Collecte et pré-traitement des données de consommation" contient
une description d’une infrastructure IoT au sein des bâtiments intelligents. Le système de
lecture automatique et les compteurs intelligents (d’eau et d’électricité) sont abordés. La
plate-forme d’acquisition des données est également présentée. Les données de consom-
mation initialement collectées à partir de cette plate-forme sont sous la forme d’index
permettant de les représenter sous forme des Cdc de consommations qui correspondent à
une courbe cumulée, de débit, de la puissance moyenne, etc. Des évènements datés des
consommations sont également collectés, ils correspondent à des séries temporelles des
instants de consommations des litres d’eau ou des Wh de l’énergie électrique. Toutes ces
données sont enregistrées sur un serveur dans une base des données à une fréquence
variable inégalement espacée dans le temps. Elles seront synthétisées en Cdc journalières,
hebdomadaires, mensuelles et annuelles de consommation ainsi qu’en di�érentes séries
temporelles chronologiques. Dans ce chapitre, un pré-traitement des Cdc est proposée et
une analyse d’intégrité et un échantillonnage sont proposés.

• Le chapitre 4 "Classi�cation automatique selon les pro�ls des consommations"
expose notre contribution en classi�cation automatique supervisée et non supervisée des
pro�ls de consommation d’eau ainsi que les appareils électriques. Cette classi�cation a
comme but d’explorer les classes dont la consommation semble normale et anormale.

Tout d’abord, une classi�cation non supervisée des Cdc de la consommation d’eau est
réalisée selon deux manières di�érentes : directe et indirecte. La première consiste à
utiliser les Cdc de la consommation d’eau sous sa forme brute recueillie du serveur.
La seconde correspond à une utilisation des Cdc échantillonnées. Cette classi�cation
est réalisée avec deux approches : une classi�cation hiérarchique ascendante et une
classi�cation avec des cartes auto-organisatrices. Une analyse probabiliste des Cdc
journalières d’eau est réalisée permettant d’extraire une portion de la Cdc journalière ayant
la plus d’informations. Cette étude nous permet d’identi�er des périodes de consommation
signi�cative avec la fonction de densité de probabilité (PDF). Elle o�re la possibilité de
classi�er les Cdc de la consommation d’eau plus rapidement en minimisant les nombres
des données pour chaque Cdc journalière qui va permettre de détecter le plus tôt possible
les comportements anormaux et les classi�er plus rapidement.

Ensuite, une classi�cation des signatures des appareils électriques est réalisée avec trois
algorithmes ML qui sont les MLP, KNN et DT. Des approches ensemblistes sont égale-
ment proposées. Elles sont basées sur le principe OAA (One Against All) qui présente
une classe par rapport à toutes les autres classe et l’ECOC (Error-Correcting Output
Codes) permettant de corriger l’erreur de la classi�cation. Ces deux approches ont permis
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d’améliorer la classi�cation en assurant la précision et la généralisation selon le compro-
mis biais/variance. Une analyse plus approfondie sur les caractéristiques des appareils
électriques est abordée avec un algorithme ensembliste basé sur des arbres de décision
(DT) à gradient boosté. Cette analyse permet d’extraire les caractéristiques des appareils
électriques selon la nature de leurs signatures harmoniques.

• Le chapitre 5 "Détection des anomalies en temps réel et prévision des courbes
de charge" présente la contribution proposée pour détecter les anomalies liées à la
consommation d’eau en temps réel. En e�et, une solution complète non intrusive pour la
détection des fuites d’eau est proposée. Elle s’appuie sur des Cdc et des mesures extraites
e�ectuées sur une partie unique et centralisée d’un réseau de distribution. En e�et, un
algorithme de détection des fuites est proposé et qui se base sur le débit minimum nocturne
(MNF), la période maximale sans consommation nulle (PWNC) et la Cdc maximale qui
représente le plafond supérieur qu’une consommation ne devrait pas le dépasser. Cet
algorithme a permis de détecter les petites ainsi que les grandes fuites.

À partir de l’identi�cation de la consommation anormale, plusieurs modèles de prévi-
sion sont proposés pour la prédiction horaire des Cdc de consommation. Ces modèles
exploitent les Cdc de consommation d’eau et d’électricité permettant d’identi�er un ou
plusieurs modèles fournissant des précisions plus accrues et plus proche de la réalité.
Nous comparons des modèles de prévision individuels à court terme de la consommation
d’eau et d’électricité représentés par la décomposition déterministe en composantes es-
sentielles de séries temporelles, le modèle SARIMA et les modèles de réseaux de neurones
; multi couches MLP et avec mémoire LSTM. La prévision o�re la possibilité d’explorer la
consommation en ces ressources au futur et les préparer au quotidien. Plusieurs mod-
èles individuels et avec des combinaisons hybrides sont proposés pour la prévision a�n
d’identi�er le modèle fournissant la précision la plus accrue.

• Le chapitre 6 "Prévision de séries temporelles de consommations" présente une
autre contribution qui propose de prédire les séries temporelles chronologiques de con-
sommation en termes d’évènements datés en milliseconde et en seconde. Nous allons
appliquer les mêmes modèles prédictifs qui correspondent à la décomposition détermin-
iste en composantes essentielles de séries temporelles, le modèle SARIMA et les modèles
de réseaux de neurones ; multi couches MLP et avec mémoire LSTM. Une comparaison au
niveau des modèles prédictifs sera proposée permettant de choisir le modèle qui fourni
la précision la plus performante. Une autre comparaison de la prédiction de Cdc avec
celle des séries temporelles de consommation sera également discutée a�n d’étudier les
avantages et les inconvénients de chaque approche.
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2 Algorithmes Machine Learning pour
l’analyse de données de consomma-
tion
2.1 Introduction

Actuellement, une nouvelle révolution industrielle transforme la production en une « industrie
4.0 » [19]. Elle se traduit par l’intégration des technologies numériques à tous les niveaux des
chaines de production et de logistique. L’objectif de cette démarche est de collecter des informa-
tions pour permettre une supervision et une gestion quasiment en temps réel de l’ensemble
d’un site de production. Disposer de données nouvelles, complètes et à jour ouvre de nouvelles
perspectives aux entreprises sur di�érents aspects et au-delà même de la production, puisque
cela peut concerner par exemple la gestion des �ux entrants et sortants, les aspects de ressources
humaines, la relation clients, la prospections de futurs clients, etc. En conséquence, des quantités
de données massives sont collectées et tout l’enjeu réside dans le fait de pouvoir les exploiter de
manière e�cace. Dès lors, les approches classiques d’analyse de données semblent arriver à leur
limite. D’autres techniques telles que les algorithmes ML représentent sur solutions appropriées
[20]. Il s’agit là d’un ensemble d’algorithmes très génériques capable de s’adapter et de prendre
en compte toutes les données pour fournir une analyse spéci�que [21]. Ces algorithmes se
basent ni sur des modèles ni sur des types des données particuliers.

Dans ce chapitre, un état de l’art sur ces algorithmes ML est abordé pour la classi�cation, la
prédiction ainsi que la détection des anomalies des consommations. Dans le contexte de la
classi�cation des données de consommation, une étude des techniques ML déjà existantes est
proposée. Il existe peu de techniques de détection des anomalies de consommation capables de
fonctionner dans tous les contextes. Nous abordons les techniques de détection des anomalies
qui utilisent des données agglomérées de consommation. Dans le contexte de la prédiction,
les approches ML dédiées à la prédiction des consommations seront abordées de manière
détaillée. Les algorithmes et les modèles utilisés seront évalués avec des mesures statistiques.
Les algorithmes seront explorés a�n de choisir les plus adaptés à notre problématique, à nos
données et à notre contexte.
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Figure 2.1: Algorithmes ML pour l’apprentissage supervisé et non supervisé utilisés dans le
cadre de cette thèse

2.2 Utilisation des données par les algorithmes ML

La famille des algorithmes ML est un ensemble d’algorithmes très génériques qui a pris un
essor considérable avec l’explosion des données collectées massivement. Les algorithmes
s’appuient sur l’ensemble des données pour apprendre, classi�er, analyser et prédire. Ce
processus d’intelligence arti�cielle prend tout son sens avec l’arrivée des masses des données et
se déroulent en trois étapes [22]. Chaque étape est réalisée sur une partition bien dé�nie des
données qui sont les données d’entrainement, les données de validation et données de test.

La première étape est l’entrainement de l’algorithme qui est exécuté sur l’ensemble des données
d’entrainement pour produire des résultats qui seront comparés à des valeurs désirées. Selon
cette comparaison, les di�érents paramètres de l’algorithme peuvent être ajustés, par une
modi�cation a�n qu’ils soient valables sur l’ensemble des données de l’entrainement [23].

La seconde étape est la validation opérée sur un ensemble de données utilisées pour fournir une
évaluation impartiale de l’algorithme mis en œuvre, déjà adapté sur des données, et pour régler
les paramètres de modélisation a�n d’améliorer l’ajustement du modèle. Il est à noter que le
sous-ensemble de validation doit être di�érent de l’ensemble des données d’entrainement pour
éviter le sur-ajustement [23] qui sera dé�ni dans la Section 2.6.2.

En�n, la troisième étape est celle du test dans laquelle l’algorithme est évalué avec la partie
restante des données a�n de fournir une évaluation �nale de la modélisation et la prévision
des performances. Cette étape n’in�ue pas sur les paramètres internes du modèle. La Fig. 2.1
illustre les algorithmes ML principalement utilisés dans cette thèse. L’évaluation des résultats
fournis par les modèles ML sera discutée dans les paragraphes qui suivent.
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2.3 Classi�cation des données avec des algorithmes ML : MLP,
KNN, HAC, DT et SOM

Plusieurs articles et études ont proposé des méthodes et des algorithmes pour classer, indexer,
segmenter et discriminer les données de consommation qui sont représentées souvent sous forme
de séries temporelles [24]. De nombreuses méthodes de classi�cation, mesures de similarité et
algorithmes ML ont été développés au cours de ces dernières années. Des nouvelles distances
et stratégies ont été dé�nies [25, 26, 27], certaines d’entre elles sont basées sur des outils ou
résultats assez récents sur l’analyse des séries temporelles. Généralement, une classi�cation est
basée sur une mesure de « similarité» entre objets, mesures, grandeurs, et classes.

En lien avec notre problématique, Laspidou et al. [28] ont proposé une classi�cation de la
consommation d’eau trimestrielle de l’île de Skiathos en Grèce. Cette classi�cation est faite
avec la carte SOM a�n de classi�er la consommation d’eau sous di�érents volets à savoir le
type de la résidence (privée ou tertiaire) et le nombre des occupants dans l’habitation. En
outre, Wang et al. [27] ont classi�é di�érents séries temporelles en se basant sur l’extraction de
quelques mesures statistiques telles que l’auto corrélation, l’auto-similitude, etc. Ces mesures
sont utilisées comme entrées pour la méthode de regroupement avec SOM. Plusieurs autres
mesures ont été appliquées pour calculer la similarité des séries temporelles. La distance
euclidienne (ED) et la distance dynamique de déformation temporelle (DTW) sont les mesures
les plus utilisées pour calculer la ressemblance des séries chronologiques. Les méthodes de
mesure de la distance dans les séries chronologiques ont été regroupées selon l’approche, la
forme, les caractéristiques et le modèle comme dans [29]. Les distances ED et DTW sont toutes
deux classi�ées comme étant basées sur la forme.

2.3.1 Distances de mesure de la similitude

Une série chronologique S est dé�nie comme étant une séquence de valeurs numériques ex-
primées par (St )1≤t≤n avec n observations décrivant un phénomène précis où t représente
le temps. Soient deux séries temporelles X et Y dé�nies telles que : X = {

x1 , x2 , ..., xnX

}
et

Y = {
y1 , y2 , ..., ynY

}
qui sont inégalement espacées dans le temps avec deux tailles di�érentes nX

et nY.

a. Distance euclidienne (ED)

La ED qui est la distance la plus connue. Elle calcule une longueur qui sépare deux points
dans l’espace. Dans le cadre des séries chronologiques, l’application de cette distance nécessite
d’avoir la même taille. Elle peut être calculée à partir de l’équation (2.1) :

ED(X ,Y ) =
√√√√ N∑

i=1
(xi − yi )2 (2.1)
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La ED totale entre deux séquences X et Y est la somme de la di�érence entre chaque paire de
points de xi et yi de deux séries.

b. Déformation temporelle dynamique (DTW)

La DTW [25] en anglais "Dynamic Time Warping", est une distance particulière qui tient compte
de la durée et de la vitesse de la série temporelle. Généralement, la DTW présente un avantage
par rapport à la ED si les points des données présentent un décalage temporel dé�ni par un
avancement ou un retard. Dans ce cas, la DTW ne va pas être in�uencée par ce décalage et se
concentre sur les formes des séries temporelles dans le temps. Cette distance est décrite dans
l’équation (2.2) :

DT W (X ,Y ) = d(xi , yi )+ (mi n)


DT W (i +1, j ),

DT W (i , j ),

DT W (i , j +1),

(2.2)

Il existe de nombreux chemins de déformation de borne exponentielle dont le but est de choisir le
chemin qui minimise la distance. La variable d représente généralement la ED. La distance DTW
calcule la plus petite distance entre tous les points permettant la possibilité d’une association
entre un et plusieurs points. C’est une méthode qui exploite l’élasticité de l’axe temporel d’une
série chronologique a�n de détecter des formes similaires avec des phases di�érentes dans une
autre série. La DTW a été appliquée dans l’extraction de séries chronologiques pour résoudre la
di�culté liée à la mise en cluster [30] de séries temporelles de longueurs variables dans l’espace
euclidien ou contenant des possibles similitudes déphasées.

Ces distances permettent, entre autres, de classi�er des données sous forme d’un regroupement
en classes. Dans le cas où nous disposons des connaissances sur le nombre des classes et
si on connaît la classe à laquelle appartient chaque donnée, la classi�cation d’un nouveau
échantillon est dite supervisée. Autrement, si le nombre des classes est inconnu et si nous
n’avons aucune idée sur les classes auxquelles appartiennent les données, la classi�cation d’un
nouveau échantillon est dite non supervisée. Dans ce cas on parle de regroupement et en anglais
de "clustering".

2.3.2 Classi�cation non supervisée : clustering des données avec ML

Dans le cas d’un clustering [28], le nombre des classes est souvent inconnu. De ce fait, plusieurs
chercheurs tels que [31] ont proposé une approche pour estimer le nombre de clusters via
la statistique des écarts. Cette statistique compare le total de la variation intra-cluster pour
di�érentes valeurs de k avec celles attendues dans la distribution de référence nulle des données.
Le nombre de cluster optimal est une valeur qui maximisera la statistique d’écart entre chaque
cluter. Cela revient à véri�er qu’un échantillon x à classer devrait avoir une distance faible par
rapport aux échantillons constituant le même cluster. Cependant, cet échantillon x assure une
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grande distance par rapport aux échantillons constituant les autres clusters. Les étapes de la
méthode statistique des écarts sont résumées dans l’algorithme 1.

Parmi les méthodes de classi�cation la plus utilisée, nous distinguons la classi�cation hiérar-
chique ascendante (HAC).

Algorithm 1 Evaluation criteria using the gap method (samples data, kmax ) [31]
Grouping of samples data, by varying the number of clusters k = 1, . . . ,kmax

Calculation of the total intra-cluster variation Wk

Generation of reference data sets B with uniform distribution
Grouping of B by varying the number of clusters k = 1, . . . ,kmax

Calculation of the total intra-cluster variation Wkb

Calculation of the estimated deviation statistic: Di�erence of the deviation from the value
Wk observed relative to its expected value Wkb under the null hypothesis C l uster (K ) =
1
B

∑B
b=1 log (W ∗

kb)− l og (Wk )
Calculation of standard deviation of statistics
Choose k such that the gap statistic is within a standard deviation of the di�erence in k +1
C l uster (K ) ≥C l uster (K +1)−σK+1

a. Classi�cation hiérarchique ascendante (HAC)

La classi�cation hiérarchique est l’une des approches les plus largement utilisées pour la
classi�cation non supervisée, mais elle reste limitée à de petits ensembles des données en
raison de sa complexité de calcul quadratique (o(n2)). La HAC est appliquée d’une manière
agglomérative. La HAC part des individus seuls que l’on regroupe en sous-ensembles, qui
sont à leur tour regroupés, et ainsi de suite. Cette technique permet en une classi�cation non
supervisée pour identi�er les clusters.

La HAC consiste à calculer une matrice de distance (ED ou DTW) de chaque paire des données,
par exemple une paire de Cdc. L’algorithme commence par n classes constituant les singletons
tels que chaque entrée constitue une série de valeurs. Il cherche, à chaque étape, à former des
classes par une agrégation de chaque paire de série de valeurs les plus proches en distance du
regroupement précédent. Les groupements successifs sont représentés sous la forme d’un arbre
binaire appelé dendrogramme [32]. Les étapes de la méthode de la classi�cation hiérarchique
sont résumées dans l’algorithme 2.

b. La carte auto-organisatrice SOM

La carte SOM est un algorithme d’auto-organisation qui a été proposé par Kohonen [22]. Cet
algorithme projette l’espace des données à classer D sur un espace discret appelé carte C. Elle
est constituée par un ensemble de neurones inter-connectés. Les neurones de cette carte sont
organisés dans une seule couche qui peut être considérée comme une grille multidimensionnelle
sans couche de sortie. Les neurones l’organisent pour re�éter la distribution des données.
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Algorithm 2 HAC
Distance = (X(xi ,:)-Y(y j ,:))
Matrice Distance = squareform(Distance) . Rebuild the distance matrix
repeat

New groupe = identify and group the two classes closest to the previous grouping partition
Update Matrice Distance by replacing the two classes grouped by the new New groupe
Calculate Distance of New groupe with each of the other classes

until Aggregation into a single class

i

j

Figure 2.2: Architecture générale d’une carte auto-organisatrice SOM

La Fig. 2.2 montre l’exemple d’une grille de la carte SOM. La position d’un neurone au sein de
la grille est donnée avec ses indices i et j dans un repère 2D. Cette position est fondamentale et
permet de dé�nir la notion de voisinage. Chaque neurone possède des poids qui dé�nissent sa
position dans l’espace des entrées. L’apprentissage consiste à mettre à jour les poids qui vont
engendrer une mise à jour de la position de chaque neurone.

2.3.3 Classi�cation supervisée des données avec ML

a. Le perceptron multicouche (MLP) pour une classi�cation supervisée

Un réseau neuronal [33] est un système inspirée du fonctionnement des neurones biologiques qui
a une propension naturelle à stocker des connaissances expérientielles et à les rendre utilisables.
Il présente les connaissances acquises par le réseau à travers un processus d’apprentissage qui
peut être réalisé via un séquençage d’informations ou un cycle récurrent.

En général, un réseau de neurones est constitué d’un ensemble de neurones inter-connectés
interagissant de manière non linéaire. La sortie de chaque neurone est une combinaison non
linéaire de ses entrées et qui est dé�nie en fonction de la nature et de la structure du réseau.
Le réseau MLP est le réseau de neurone le plus utilisé. Cela est du à sa capacité d’apprendre
de l’ensemble des données d’entraînement et à son e�cacité à résoudre des problèmes de
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Figure 2.3: Architecture générale d’un réseau de neurone MLP

classi�cation non linéaire et de reconnaissance de formes. La structure et le principe du MLP
sont détaillés ci-dessous.

Les neurones du réseau MLP sont structurés en couches (les couches cachées et la couche de
sortie). Un réseau MLP a une couche d’entrée, une couche de sortie et une ou plusieurs couches
cachées. Il n’y a pas de neurone arti�ciel dans la couche d’entrée du MLP. Les données entrent
dans le réseau via la couche d’entrée, traversent les couches cachées et �nissent par sortir du
réseau par la couche de sortie. L’architecture de ce réseau est illustrée par la Fig. 2.3.

Les sommes pondérées des neurones sont calculées comme suit :

y j =
N∑

i=1
(W (( j −1)N + i )×xi )+B( j ), (2.3)

avec W((j-1)N+i) le poids de la i th entrée au j th neurone caché. B(j) est le biais de la j th neurone
caché avec j = 1,2, ..., H . La sortie de chaque neurone caché est alors donnée en appliquant une
fonction d’activation sigmoïde par (2.4) par exemple, et la classe d’appartenance est obtenu via
l’équation (2.5), avec m = 1,2, ...,k classes. Des fonctions d’activation linéaires sont appliquées
pour chaque neurone de sortie.

Y j = si g moi d(y j ) = 1

(1+exp(−y j ))
(2.4)

Cm =
h∑

i=1
(W (N H + (m −1)H + j )×S j )+B(H +m), (2.5)
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E1
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W3

Figure 2.4: Exemple de classi�cation supervisée avec le modèle KNN

b. K-plus proches voisins KNN

La méthode des k-voisins les plus proches, également connue sous le nom de KNN [34], consiste
à classer des instances inconnues en fonction de leurs distances par rapport aux points des
données (voisins) constituant des échantillons antérieurs. Cette méthode parcourt tous les cas
disponibles et classe des nouveaux cas en fonction d’une mesure de similarité. Généralement, la
ED est employée comme mesure de distance. Elle consiste à classi�er une instance inconnue
en fonction de sa distance par rapport à des points constituant un échantillon d’apprentissage
connu a priori appelés voisins. Les résultats de cette méthode sont représentés par la Fig. 2.4.

L’algorithme du KNN consiste à construire une structure des données P pour un point d’entrée
q. On a un point x ∈ P qui minimise ED(x, q) peut être trouvé rapidement, avec ED à partir de
la distance euclidienne dé�nie dans l’équation (2.1) avec :

ED
((

e1,e2, ...,e j
)

E ,
(
w1, w2, ..., w j

)
W ,

(
z1, z2, ..., z j

)
Z

)
(2.6)

Ensuite le plus proche voisin de la nouvelle instance des données q est donné par :

ED
(
q, xs

)= mi ni ED (x, xi ) (2.7)

Ainsi on choisit le k plus proche voisin et la classe de l’échantillon q est déterminé en fonction
de la classe majoritaire parmi les k plus proches voisins de l’échantillon q.

Le choix du nombre de voisins k est libre, avec k ∈N il est très utile de choisir k impair pour
éviter toute égalité entre le choix. Choisir des grandes valeurs pour k réduit le bruit de la
classi�cation mais rend les frontières entre les classes moins distinctes. A�n de trouver un
compromis, plusieurs méthodes peuvent être considérées pour avoir le bon choix. On peut citer
les exemples de la validation croisée et la minimisation de l’erreur de classi�cation [22].
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2.4 Détection des anomalies de consommation

Détecter des données anormales est une tâche primordiale en apprentissage automatique et
pour la fouille des données. Dans le contexte de la consommation d’eau et d’électricité, ces
données anormales peuvent souvent re�éter un comportement inhabituel en consommation qui
se manifeste par un changement des habitudes de consommation, une fuite d’eau, un appareil
défectueux, un problème au niveau de la canalisation, un sur-éclairage, des équipements ine�-
caces, etc. En e�et, la mise en œuvre de cette détection permet d’améliorer considérablement
les performances des algorithmes ML et ainsi comprendre le comportement des données asso-
ciées dans le temps. La détection des anomalies est largement utilisée dans d’autres domaines
d’application comme la détection des fraudes par carte de crédit bancaire, l’assurance ou la
santé, les télécommunications [35], la détection d’intrusion dans la cybersécurité [36], etc.

Dans le contexte de la consommation d’eau et d’électricité, une anomalie peut être dé�nie de
plusieurs manières di�érentes. Par exemple, dans le cas d’un bâtiment tertiaire (un supermarché,
école, administration, etc), la consommation en électricité et en eau est généralement très faible
pendant les jours fériés et les weekends par rapport aux autres jours de la semaine [37, 38].
Ainsi, on peut considérer anormale une consommation, pendant ce type de jours, qui ressemble
à une consommation d’un jour de travail.

Dans le cadre de notre travail de thèse, toute consommation peut être quali�ée d’anormale
ou non anormale uniquement après l’avoir comparée aux données historiques ou/et avoir
constaté cette anomalie sur le terrain. Selon [37, 39], les anomalies sont globalement classées en
trois types : les anomalies ponctuelles, les anomalies collectives et les anomalies contextuelles.
Une anomalie de points est dé�nie lorsqu’une observation individuelle est considérée comme
anormale par rapport au reste des données. Par exemple, un point dans une Cdc qui peut
être aussi considéré comme pic critique injusti�é. Une anomalie séquentielle ou collective est
identi�ée lorsqu’une séquence d’observations est anormale par rapport au reste des données.
Par exemple, une Cdc qui s’écarte des autres observations et ayant un comportant di�érent
par rapport à la majorité des données. Cependant, une anomalie contextuelle est constatée
lorsqu’une observation est considérée comme normale par rapport à un contexte mais pas dans
un autre contexte. Nous pouvons citer le cas d’un comportement de consommation en semaine
par rapport au weekend. La compréhension, l’identi�cation et la résolution de la consommation
d’eau et d’électricité anormale dans les bâtiments peuvent conduire à des économies de ces
ressources et à la détection d’appareils défectueux.

Les compteurs intelligents qu’ils soient d’eau ou d’électricité o�rent la possibilité de détecter
e�cacement [40] un appareil laissé en fonctionnement par erreur, une panne de compresseur
dans un réfrigérateur ou de robinet d’eau laissé partiellement en position ouverte, l’installation
et l’utilisation d’un nouvel appareil, des invités en visite pendant une longue période (période des
fêtes), un changement de saison et un climat exceptionnellement trop chaud/froid. Un modèle
de consommation d’énergie pourrait également être impliqué a�n de détecter des phénomènes
rares et imprévus d’une activité malveillante comme le vol d’électricité [37] ou d’eau.
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La classi�cation des données est importante, pour permettre la recherche de similarités et
les anomalies parmi les données de consommations. Concrètement, le but de cette tâche est
d’apprendre, à partir d’un ensemble des données, un modèle re�étant au mieux la "normalité"
pour détecter comme anormale toute autre donnée s’écartant signi�cativement de ce dit modèle.

Parmi les recherches d’anomalies de la consommation d’eau [41, 42, 43, 44], nous trouvons
le plus souvent la détection des fuites et les grands pics de consommation. Dans ce contexte,
plusieurs approches ont été proposées. Citons par exemple [45] qui a proposé de détecter et
d’estimer des fuites sur la base du débit mesuré dans les réseaux de distribution d’eau. Cette
analyse est réalisée par le calcul du débit des nœuds au niveau de la canalisation, puis un
contrôle est e�ectué avec une valeur de tolérance prédé�nie. Avec cette approche, une méthode
pour identi�er des tuyaux critiques, ayant une probabilité plus élevée à avoir des fuites d’eau, a
été proposée. Une autre approche [46] basée sur la logique �oue a permis de détecter les fuites
dans l’infrastructure d’un pipeline. Cette approche s’appuie sur la typologie (matériau, longueur,
diamètre et âge des tuyaux), et l’environnement (demande, topographie et pressions). Les auteurs
ont également intégré d’autres paramètres qui représentent les conditions de fonctionnement
(taille de la population, logements et caractéristiques socio-économiques, niveau de vie). Ces
auteurs ont résolu le problème des fuites d’eau mais leur approche sera inadéquate une fois
que le réseau de distribution d’eau est modi�é. Une autre étude [47] a proposé d’utiliser des
capteurs de détection de mouvement, des thermostats, des caméras, etc. Cependant, la mise
en œuvre de ces équipements est très peu pratique et très couteuse et peut atteindre 75% du
coût total de l’installation. Par conséquent, nous optons pour une détection des anomalies de
consommation avec une approche simple qui ne nécessite qu’un seul point de mesure et qui est
moins couteuse. Les données à utiliser sont représentées sous forme de Cdc des consommations
synthétisées sous forme des séries temporelles chronologiques.

2.5 Prévision de consommation

La prévision [48, 49, 50, 51] est un sujet très répandu et ses applications se retrouvent dans
de nombreux domaines : dans la �nance pour la prédiction de l’évolution des cours de la
bourse, en météorologie pour la prédiction à court terme de la température, pour la prédiction
du nombre de réservations d’un vol, etc. Dans le contexte de cette thèse, les processus des
consommations sont manipulés comme des séries temporelles. Il existe un large éventail de
méthodes et modèles pour prévoir les valeurs futures d’une série chronologique. Ces méthodes
sont classées en deux grandes catégories. La première, représente les méthodes déterministes,
qui consiste à supposer que la série chronologique est parfaitement prévisible à l’aide de
ses valeurs passées structurées en di�érentes représentations mathématiques. La deuxième
catégorie qui regroupe les modèles stochastiques sont identiques aux méthodes déterministes
mais considèrent également une structure aléatoire probabiliste de corrélation non nulle [52, 53].
La prévision [54] des consommations est énumérée sur une variété d’horizons temporels à très
court-terme de quelques minutes à une heure, à court-terme de quelque heures à une semaine, à
moyen-terme de quelques semaines à un an et à long-terme pour prédire plusieurs années [52].
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Le choix d’un modèle est basé sur certaines caractéristiques, comme par exemple le type
des données à fournir au modèle, le temps de calcul requis, ainsi que l’horizon temporel à
envisager. Néanmoins, très peu de travaux de recherches se sont confrontés à des installations
individuels [55, 56] et à une résolution accrue des données.

Quelques travaux de recherches qui ont traité la prévision des consommations avec des modèles
simples appelés individuels. Nous citons par exemple [57] qui se base sur un modèle des chaines
de Markov non homogènes permettant de connaître la dynamique de la consommation d’eau
journalière. Ce modèle est capable de prédire les comportements de la consommation d’eau
journalière en fonction des facteurs exogènes tels que le climat, le type du jour, etc. Une autre
étude [58] traite la prédiction de la demande en eau aux échelles hebdomadaire et horaire avec
un modèle autorégressif développé sur la base d’une composante périodique sur les données de
séries chronologiques. Cette prédiction est basée sur des modèles à une multitude de périodes.

La plupart de ces études se concentrent sur la prévision de la consommation en introduisant
d’autres paramètres et en utilisant di�érents modèles prédictifs selon la nature des données
d’entrées et les objectifs visés. En e�et, nous constatons que l’horizon des prévisions fournies
dépendent énormément des bases des données d’entrées aux modèles. Ces bases des données
ont généralement une résolution annuelle, saisonnière, mensuelle, hebdomadaire, journalière
ou horaire. Pour notre cas, nous projetons de fournir des prévisions plus précises avec une base
des données des consommations à résolution en milliseconde avec quatre modèles qui sont le
modèle déterministe, SARIMA, MLP et LSTM.

2.5.1 Modèle déterministe basé sur la décomposition de la série temporelle

Un modèle de série temporelle est une équation précisant la façon dont les composantes
représentées par la tendance, la saisonnalité et le bruit s’articulent les unes par rapport aux
autres pour constituer cette série chronologique. Nous supposons qu’un modèle déterministe,
représenté par une série temporelle X t , est décrit selon une fonction temporelle et une variable
εt représentant l’erreur.

Une analyse statistique consiste à exprimer la série temporelle de la consommation en fonction
de ses composantes essentielles. Ces dernières sont dé�nies avec : une composante fonda-
mentale qui représente l’évolution générale du phénomène étudié caractérisé par la tendance,
un mouvement saisonnier qui re�ète les variations saisonnières, et une composante aléatoire
représentant des variations accidentelles imprévisibles assimilé à un résidus [51, 52].

La tendance Zt est une fonction monotone qui traduit l’évolution vers le haut, croissant, ou
vers le bas, décroissant, du niveau moyen du phénomène par rapport au temps. La tendance
générale d’une série temporelle est évaluée selon les deux extrémités X1 et Xn . Elle peut être
linéaire ou non linéaire.

Ensuite, la saisonnalité St représente une période connue p qui se répète de façon plus ou
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moins identique tout au long de la période T . Dans notre cas d’étude, la consommation d’eau
(éventuellement d’électricité) peut contenir une saisonnalité journalière, hebdomadaire, etc.

Finalement, la composante résiduelle ε est une variation accidentelle qui représente la partie
non structurée de la série temporelle. Elle est modélisée par une suite de variables aléatoires εt ,
t = 1,2, ...,n centrées, non corrélées et de même variance (bruit blanc).

Selon [59], il existe trois schémas de décomposition du modèle de la série temporelle :

1. Le schéma de décomposition additif qui représente la somme de trois composantes.
L’équation (2.8) décrit cette somme.

X t = Zt +St +εt (2.8)

L’amplitude des variations saisonnières est constante autour de la tendance. Ce type
de schéma constitue un modèle additif linéaire où les changements au �l du temps sont
systématiquement de la même variation.

2. Le schéma de décomposition multiplicatif de sorte que la série X t est le produit de trois
composantes :

X t = Zt ×St × (1+εt ) (2.9)

L’amplitude des variations saisonnières varie. Ce type de schéma constitue un modèle
multiplicatif non linéaire, quadratique ou exponentiel. Les changements augmentent ou
diminuent avec le temps.

3. Le schéma de décomposition est mixte, de sorte que la série X t combine l’addition et la
multiplication des éléments saisonniers. Dans ce cas, nous pouvons supposer, par exemple,
que la composante saisonnière agit de façon multiplicative, alors que les �uctuations
irrégulières sont additives. Cette décomposition est dé�nie par l’équation (2.10) suivante
:

X t = Zt ×St +εt (2.10)

où Zt est la tendance, St représente la composante saisonnière de la série.

Pour identi�er le schéma de décomposition du modèle déterministe [60], nous pouvons nous
baser soit sur une méthode graphique soit sur une méthode analytique. Chaque méthode est
appliquée selon des techniques di�érentes dé�nies comme suit :

A) Méthode graphique :

i. Technique du test de bande
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Sur le graphique de la série temporelle, nous traçons une droite passante par les
minima de la courbe de la série et une autre droite passant par les maxima. Si les
deux droites sont parallèles, on est en présence d’un modèle additif. Le cas contraire,
on est en présence d’un modèle multiplicatif.

ii. Technique du pro�l
Nous traçons des courbes en superposition sur celle de la série temporelle. Si les
di�érentes courbes sont à peu près parallèles, alors on est en présence d’un modèle
additif. Le cas contraire, on est en présence d’un modèle multiplicatif.

B) Méthode analytique :

i. Technique du tableau Buys et Ballot
La méthode consiste à calculer d’abord les moyennes et les écarts types de la série
temporelle pour chaque période s. Ensuite,une estimation des coe�cients de la
droite de moindres carrés X̄ t sur les nuages de points de l’abscisse qui représente la
moyenne et l’axe d’ordonnée qui représente l’écart typeσt , on obtient l’équation (2.11) :

σt =αX̄ t (2.11)

α= 0, signi�e que la pente des moindres carrées est égale (ou très proche) de 0 alors
on déduit que le modèle est additif. Sinon, α 6= 0 signi�e que la pente des moindres
carrées n’est pas nulle. Alors, on peut dire que le modèle est multiplicatif.

Après avoir déterminé et choisi le type du modèle, additif ou multiplicatif, nous procédons par
la suite à estimer chaque paramètre a�n de construire un modèle de série temporelle pour la
prévision future. L’estimation des paramètres est e�ectuée par la recherche de la tendance et de
la saisonnalité décrite comme suit :

• La tendance, qui dé�nie l’évolution de la série par rapport au temps, est estimée avec la
méthode de Mayer [52] ou la méthode des moindres carrés [60]. Dans notre cas, nous
avons choisi la méthode des moindres carrés basée sur l’équation d’une droite : Zt = at+b.

• La saisonnalité est déterminée à partir des coe�cients ci . Chaque coe�cient est calculé
par l’équation suivante :

ci = 1

p

n∑
j=0

Ri+ j×p , (2.12)

avec i = 1, ..., p., Rt représente le rapport de correction de la série par rapport à la tendance.
Si la série suit une décomposition multiplicative, donc Rt = X t

Zt
, sinon Rt = X t −Zt .

Les coe�cients de la saisonnalité normalisés sont identi�és par :

– ĉi = ci
1
p

∑p
i=1 ci si le modèle est multiplicatif,

21



Chapitre 2. Algorithmes Machine Learning pour l’analyse de données de
consommation

– ĉi = ci − 1
p

∑p
i=1 ci , i = 1, ..., p , dans le cas où le modèle est additif.

2.5.2 Modèle stochastique saisonnier autorégressif à moyenne mobile inté-
grée (SARIMA)

Le modèle de moyenne mobile autorégressive intégrée avec saisonnalité, ou SARIMA, est une
approche stochastique pour la modélisation des données de séries temporelles univariées qui
peuvent contenir des composantes de tendance et saisonnalité. Elle est une approche e�cace
pour la prévision de séries chronologiques, bien qu’elle nécessite une analyse minutieuse et
une expertise du domaine a�n de con�gurer les paramètres. Cependant, il n’est pas facile
de les identi�er. Pour faciliter la tâche, les processus stochastiques utilisent des fonctions
de di�érentiation, d’auto-corrélation et d’auto-corrélation partielle pour aider à identi�er un
modèle acceptable. Parmi ces modèles, nous distinguons le modèle SARIMA [49].

Dans les modèles stochastiques, εt est une variable aléatoire représentant le bruit d’un processus
aléatoire [60, 61]. Un modèle ARIMA saisonnier ou SARIMA s’écrit avec la notation suivante :
SARIMA(p,d , q)(P,D,Q)S .

Pour con�gurer un modèle SARIMA, il faut dé�nir six paramètres. Les trois premiers paramètres
servent à décrire les éléments de la tendance de la série qui sont :

1. p : l’ordre de l’autorégressive.
2. d : l’ordre de la di�érence de la série.
3. q : l’ordre de la moyenne mobile.

En plus des paramètres de la tendance, le modèle SARIMA nécessite une deuxième con�guration
de trois autres paramètres décrivant la saisonnalité S :

1. P : l’ordre de la partie autorégression saisonnière.
2. D : l’ordre de la di�érence saisonnière.
3. Q : l’ordre de la moyenne mobile saisonnière.

Le modèle SARIMA est un modèle non déterministe [62] adapté à une série périodique et
stationnaire par di�érentiation et il est dé�nie par :

Φ(B)F (B)(I −B)d (I −B s)D X t = θ(B)θ′(B s)εt (2.13)

oùΦ(B), F (B), θ(B), θ′(B) sont des polynômes de degré respectivement p, P, q, Q , B l’opérateur
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de retard avec B d X t = X t−d et εt le bruit avec :

.5d = (I −B)d

.5d
s = (I −B s)d

.Φ(B) = I −ϕ1B − ...−ϕP (B p ), (ϕ1, ...,ϕp ) ∈Rp et ϕP 6= 0

.Φ′(B) = I −ϕ′
1B − ...−ϕ′

P (B P ), (ϕ′
1, ...,ϕ′

P ) ∈RP et ϕ′
P 6= 0

.Θ(B) = I +θ1(B)+ ...+θq (B)q , (θ1, ...,θq ) ∈Rq et θ′q 6= 0

.Θ(B) = I +θ′1(B)+ ...+θ′Q (B)Q , (θ′1, ...,θ′Q ) ∈RQ et θ′Q 6= 0

(2.14)

La méthode Box-Jenkins [63] permet la modélisation probabiliste et non déterministe de la série
temporelle basée sur une méthode heuristique pour majorer et chercher les paramètres p et
q du modèle SARIMA. La méthode comporte essentiellement cinq étapes principales [64] qui
sont :

1. La transformation de la série : c’est la première étape qui consiste à préparer la série
temporelle avec la recherche du paramètre d . Si la série présente une composante
saisonnière, alors nous commençons à l’éliminer pour la rendre stationnaire. On identi�e
la saisonnalité, puis la stationnarité de la série en commençant par D qui élimine la
périodicité ensuite d qui rende la série stationnaire. Selon la représentation de l’auto-
corrélation partielle, nous pouvons détecter la stationnarité de la série temporelle. En e�et,
la série est considérée stationnaire si sa fonction d’auto-corrélation décroit rapidement et
se rapproche de zéro.

Une autre méthode pour véri�er la stationnarité de la série temporelle est celle du test
d’hypothèse de non stationnarité de Dickey-Fuller augmenté (ADF) [53]. Elle véri�e la
stationnarité par un rejet de l’hypothèse nulle du test au seuil de 5%.

Par la suite, dans le cas où la série temporelle est non stationnaire, nous appliquons une
dérivation simple d fois jusqu’à la série devient stationnaire.

2. L’identi�cation des paramètres p, q,P,Q à partir d’une sélection du modèle SARIMA. La
sélection est réalisée en se basant sur le critère d’information Aikaike (Akaïke Information
Criterion : AIC) où le critère d’information Bayésien (Bayesian Information Criterion :
BIC). Ces deux critères se reposent sur la notion de vraisemblance. Pour choisir le modèle
le mieux adapté on procède à une minimisation de l’un des critères. On a :

AIC =−2log(L(θ))+2v (2.15)
B IC =−2log(L(θ))+nv (2.16)

avec v le nombre de paramètres. θ est le vecteur qui contient les paramètres p et q . n est le
nombre des observations et L est la vraisemblance [65]. La fonction de l’auto-corrélation
et la fonction d’auto-corrélation partielle constituent d’autres moyens pour identi�er et
choisir les paramètres.

3. L’estimation des modèles par la recherche des coe�cients des polynômes Φ,F,θ,θ′ du
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modèle SARIMA par la méthode des moindres carrées classique, la méthode de Yule-
Walker ou la méthode du maximum de vraisemblance. La méthode la plus utilisée est
celle du maximum de vraisemblance.

4. La validation du modèle par l’analyse des résidus qui devraient véri�er certaines propriétés
statistiques qui sont dé�ni comme suit :

• la normalité véri�ée par la représentation de l’histogramme des résidus et le graphe
de la loi normale ou par le graphe de quantile-quantile (qq-plot).

• l’absence d’auto-corrélation véri�é par les tests paramétriques de Box et Pierce
(1970) et de Ljung et Box (1978) ou par les tests non paramétriques de retournement
et le test de monotonie [64].

• l’homoscédasticité qui est identi�ée par le test de White (1980) ou le test de Engel
(1982) [64].

5. La prévision de la série qui va con�rmer le choix du modèle est faite selon une simulation
sur un ensemble d’échantillons de test. La formule de prévision est donnée par :

X t+k =
p∑

i=1
αi 5D X t+k−i +

q∑
i=1

βiεt+k−i (2.17)

2.5.3 Réseau de neurones multi couche (MLP)

Un MLP (ou un réseau de rétropropagation) [66], tel qu’il est dé�ni dans la Section 2.3, dans
le contexte de la classi�cation supervisée, est utilisé de la même façon dans le contexte de la
prévision.

Ce réseau est composé d’une couche d’entrée, d’une couche de sortie et d’une couche cachée
inter-connectées avec des poids initialisés aléatoirement. Comme le montre la Fig. 2.3 qui
représente la topologie typique d’un réseau de neurones MLP. Autrement dit, la couche d’entrée
ne représente que l’étape d’association de l’entrée avec la couche cachée de traitement.

Le processus d’apprentissage de réseau de neurone MLP se compose de deux grandes étapes [22,
67]. La première étape consiste en une propagation directe de l’information à partir de la couche
d’entrée, vers les couche cachée jusqu’à la couche de sortie. La deuxième étape consiste en une
comparaison entre le résultat trouvé avec le réseau de neurone et celui attendu. Lorsque la
di�érence est grande, l’erreur sera rétropropagée et sera distribuée à chaque nœud de chaque
couche. Une mise à jour des poids est réalisée en se basant sur l’optimisation du gradient
descendant. La mise à jour des poids est faite avec l’équation (2.18) dé�nie par :

ωnew =ω−α δ j

δw
(2.18)

Le processus de correction pondérée continuera à mettre à jour les poids du modèle avec les
autres données de la base d’apprentissage. La formation du réseau se poursuivra jusqu’à ce que
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l’erreur �nale atteigne une plage acceptable ou atteigne une valeur prédéterminée de temps
d’apprentissage.

Le vecteur d’entrée du MLP se compose des échantillons de séries chronologiques précédents :
X (t ) = [x1, x2, ..., xi , .., xn]. Soit h = [h1,h2, ...,h j , ..,hm] le vecteur représentant les neurones de
la couche cachée et son processus d’apprentissage est décrit comme suit :{

h j = f (net j ),

net j =∑m
j=1 vi j xi ,

(2.19)

où m représente le nombre des neurones dans la couche cachée.

Le vecteur de sortie est représenté par ŷ = [ŷ1, ŷ2, ..., ŷk , .., ŷl ] et son processus d’apprentissage
est donné par l’équation suivante :{

ŷk = f (netk ),

netk =∑m
j=1 w j k h j ,

(2.20)

l est le nombre des neurones dans la couche de sortie. V = [v1, v2, ..., v j , .., vm] et W =
[w1, w2, ..., wk , .., wl ] représentent respectivement les vecteurs de poids entre la couche d’entrée
et la couche cachée et les poids entre la couche cachée et la couche de sortie qui sont mise à
jour avec l’équation (2.18).

2.5.4 Réseau récurrent à mémoire court et long terme (LSTM)

Le Long Short Term Memory (LSTM) [68, 69], plus explicitement réseau de neurones récurrents
à mémoire court-terme et long terme, est un type particulier de réseaux des neurones récurrents
(RNN) [68, 70]. Dans un RNN, chaque neurone ou unité de traitement est capable de maintenir
l’état interne ou la mémoire a�n de conserver les informations associées à l’entrée précédente.
Cette fonctionnalité est particulièrement importante dans de nombreuses applications liées aux
séries chronologiques. L’idée principale derrière ce type d’architecture de réseau neuronal est
la prise en compte du temps. Le nom de ce réseau neuronal est dérivé du fait que ces types de
réseaux fonctionnent de manière récursive. Une opération est e�ectuée pour chaque élément
d’une séquence dont sa sortie dépend de l’entrée courante et des opérations précédentes. Ceci
est accompli en réutilisant une sortie du réseau à l’instant t avec l’entrée réseau à l’instant t + 1
(c’est-à-dire que la sortie de l’étape précédente est combinée avec la nouvelle entrée dans le
nouvel étage). Ces cycles permettent l’existence d’informations d’une étape à l’autre.

Le LSTM [71] est considéré comme le modèle le plus adéquat pour la prévision des données
stochastiques et bruitées telles que les données liées à la consommation qui dépendent du temps.
Cette utilisation est en adéquation avec la capacité de déduire les pics et les oscillations des
courbes des consommations en fonction du temps.
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Figure 2.5: Architecture interne d’une unité du réseau de neurones récurrents à mémoire court-
terme et long terme LSTM

Le LSTM est basé sur la rétro-propagation à travers le temps (BPTT) [70] pour calculer les
poids. Ce RNN possède des modules contenant 4 couches qui communiquent dans une structure
spéciale. Ils sont composés par des unités appelées les blocs mémoire. Chaque bloc mémoire
contient une porte d’entrée "input gate", une porte de sortie "output gate" et une porte d’oublie
"forget gate". L’architecture interne de l’unité LSTM est présentée par la Fig. 2.5. Chaque porte
est représentée par une équation. La porte d’entrée i (t ), comme la présente l’équation (2.21),
consiste à transmettre la sortie de l’étape (t-1) et l’entrée x à travers une autre couche sigmoïdale.

i (t ) =σ (Wi . [h(t −1), x(t )]+bi ) (2.21)

Une fonction tangente hyperbolique est appliquée sur les données d’entrées et la sortie de l’étape
précédente pour créer un vecteur d’une nouvelle valeur C̃ (t ) à ajouter comme état interne. La
mise à jour de l’état interne est e�ectuée à travers l’équation (2.22).

C̃ (t ) = t anh (Wc . [h(t −1), x(t )]+bc ) (2.22)

La porte oublie f (t ) est une sigmoïde qui prend en entrée la sortie h de l’étape (t-1) et l’entrée x
à l’instant t. Elle est représentée par l’équation (2.23).

f (t ) =σ(
W f . [h(t −1), x(t )]+b f

)
(2.23)

En�n, la porte de sortie O(t ), décrite par l’équation (2.25) est basée sur l’état de la cellule C (t )

dé�nie par l’équation (2.24). Cet état est obtenu en appliquant une tangente hyperbolique.

C (t ) = f (t )×C (t −1)+ i (t )× C̃ (t ) (2.24)

Cette porte de sortie dé�nie par l’équation (2.25) est obtenue à partir de l’application d’une
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Figure 2.6: Principe général de la combinaison des modèles prédictifs

sigmoïde à l’entrée x(t ) et la sortie de l’étape précédente.

O(t ) =σ(Wo . [h(t −1), x(t )]+bo) (2.25)

W et b représentent respectivement les poids et les biais aux di�érents niveaux dans le bloc
mémoire LSTM.

2.5.5 Modèles hybrides pour la prévision des consommations

Pour améliorer les performances, plusieurs activités de recherche se focalisent sur la prévi-
sion des consommations avec di�érentes combinaisons de modèles. Citons à titre d’exemple,
l’approche hybride construite avec un réseau de neurones (ANN) et un modèle de moyenne
mobile intégrée auto-régressive (ARIMA) qui a été proposé dans [72] pour la prédiction des
séries chronologiques a�n de prédire des données annuelles : les données des taches solaires,
les données du lynx canadien et le taux de change de la livre sterling.

Dans un travail de recherche [73], les auteurs ont choisi les réseaux neuronaux de corrélation
en cascade (CCNN), les réseaux neuronaux de régression généralisée (GRNN) et les réseaux
neuronaux Feed Forward (FFNN) pour prédire la consommation mensuelle d’eau. Une autre
étude [74] propose deux modèles de prédiction quotidiens, l’ARIMA et le NARX (Nonlinear
Auto-Regressive Exogenous) pour prédire la consommation d’eau urbaine. De plus, [75] a
présenté une approche hybride qui combine ARIMA et ANN pour prédire la demande mensuelle
en eau urbaine et le modèle additif Hault-Winters est choisi pour la prévision trimestrielle.
Toutefois, on peut trouver de nombreux autres exemples de méthodes hybrides. En e�et, [48] a
présenté un nouveau modèle hybride d’ARIMA et de réseau des neurones à fonction de base
radiale (RBF-NN) sur des données hebdomadaires. En outre, une autre étude [76] propose la
méthode de régression multiple corrigée par la formule de régression linéaire pour prédire la
consommation d’eau du Japon. Selon les auteurs [76], cette méthode de régression n’a pas pu
améliorer la précision de la prévision d’eau.

Parmi les combinaisons des modèles possibles nous distinguons le stacking (ou dit parfois
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blending) qui consiste en la moyenne d’un ensemble de modèles hybrides. L’idée principale
de la construction de ce modèle prédictif en combinant di�érents modèles est illustrée par la
Fig. 2.6. Dans cette méthode, une simple moyenne des prévisions en provenance des modèles
individuels est réalisée.

2.6 Évaluation des performances et des capacités des approches
ML

2.6.1 Mesures statistiques

Des mesures statistiques qui représentent des indicateurs clés de performance, permettent de
fournir des informations sur les performances et le comportement d’un modèle donné. Dans le
contexte de ML, ces mesures sont appelées des fonctions de coût [22]. Parmi ces mesures, nous
trouvons l’erreur absolue moyenne (MAE), l’erreur quadratique moyenne (MSE), la racine de
l’erreur quadratique moyenne (RMSE), l’erreur en pourcentage absolu moyen (MAPE), l’erreur
absolue relative (RAE) et la racine de l’erreur quadratique relative (RRSE) [23]. Le RMSE est la
mesure la plus utilisée pour comparer di�érents modèles de classi�cation, ce qui donne une
mesure quantitative simple et transparente de la di�érence entre l’entrée et la cible [77]. Le
MAPE compte parmi les mesures les plus utilisées pour comparer des modèles de prévision. La
représentation mathématique des di�érents indicateurs est donnée par les équations suivantes :

MSE(L2,W h2) = 1

n

n∑
i=1

(yi − ỹi )2 (2.26)

RMSE(L,W h) =
√

1

n

n∑
i=1

(yi − ỹi )2 (2.27)

M APE(%) = 1

n

n∑
i=1

∣∣∣∣ (yi − ỹi )

yi

∣∣∣∣×100 (2.28)

2.6.2 Compromis biais/variance

Les modèles ML peuvent présenter un biais ou une variance dans leurs résultats (de classi�cation,
prédictions, etc.). Ils sont soumis à un compromis biais/variance [22].

Un algorithme biaisé génère des classi�eurs individuels simples qui ne prédisent pas parfaitement
l’ensemble d’entrainement des données. Ceci ne peut pas exprimer l’ensemble des données pour
anticiper l’ensemble de test qu’il ne connait pas. De ce fait, ces modèles sont moins sensibles
aux données d’apprentissage et ils sont plus général et donc à priori ils sont mieux adaptés
aux futures prédictions. Ce phénomène est appelé le sous-apprentissage (connu aussi à travers
l’expression sous-ajustement, under�tting en anglais). À l’inverse, un algorithme a une grande
variance est un algorithme très sensible aux jeux des données. En changeant ces derniers, il
modi�e radicalement sa prédiction. Par conséquent, si l’erreur sur l’ensemble d’entrainement
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Figure 2.7: Complexité du modèle et compromis entre la dualité de biais/variance

est faible, son application sur un nouveau jeu des données, l’erreur a le risque d’être grande. Ce
phénomène est appelé le sur-apprentissage (connu aussi sur-ajustement, over�tting en anglais).
La Fig. 2.7 décrit ces deux phénomènes : le sur-apprentissage et le sous-apprentissage avec le
positionnement optimal des modèles qui devront être choisi.

Mathématiquement, une prédiction de y avec un modèle dé�nit avec la fonction f en se basant
sur les données x peut être obtenue par l’équation suivante :

Y = F (X )+ε (2.29)

où ε représente l’erreur.
Les erreurs représentées dans (2.30), peuvent être décomposées en biais et variance :

Er r eur (x) = [E [ f̂ (x)]− f (x) ]2 +E [ ( f̂ (x)−E [ f̂ (x)])2 ]+σ2
e

Er r eur (x) = Bi ai s2 +V ar i ance +Er r eur I r r éducti ble
(2.30)

2.7 Conclusion

Ce chapitre est consacré aux algorithmes ML pour la classi�cation et la prédiction de données de
consommation. Pour la classi�cation des données, le calcul de la similarité a été réalisé toujours
avec une distance qui peut être la ED, DTW, Hamming, etc. Les algorithmes de véri�cation de
la similarité peuvent avoir di�érents principes tels que le KNN, DT, HAC, SOM, MLP, etc.
Dans le cadre de notre application, nous allons tester d’abord les modèles les moins complexes
jusqu’aux modèles qui nécessitent plus du temps et de mémoire. Nous allons tester ces modèles
dans di�érentes conditions avec di�érentes quantités de données. Pour la prévision, nous
avons choisi de varier les modèles de manière que chacun traite une spéci�cité particulière des
données qui seront considérées comme étant des séries temporelles. Le modèle déterministe
est une technique simple qui permet de chercher un modèle mathématique qui caractérise la
série temporelle. Vu la complexité des données des consommations, ce modèle constitue une
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exploration permettant d’analyser la structure interne en terme de tendance, de saisonnalité et
de bruit. Nous retenons également le modèle stochastique SARIMA, qui à son tour traite les
données sous forme de séries temporelles selon des variations périodiques en fonction d’une
saisonnalité avec un caractère aléatoire. C’est un modèle qui modélise l’aspect stochastique
de la série mais il ne peut pas prendre en compte la nature non linéaire de la série. Le modèle
déterministe et SARIMA sont des approches e�caces pour la modélisation et la prévision de
séries chronologiques, bien qu’ils nécessitent une analyse approfondie de la nature et de la
structure de la série. Pour contourner cet inconvénient, les réseaux de neurones présentent
une alternative puissante pour la prévision des séries temporelles. Un réseau de neurone MLP
permet de prendre en charge les aspects non linéaires caractérisant la série temporelle des
consommations. Le LSTM est un autre réseau de neurone qui dépasse la capacité d’un MLP pour
modéliser la série temporelle avec des fonctions non linéaires en introduisant une mémoire des
entrées précédentes.
D’autres algorithmes ont été testés tels que le support vecteur machine (SVM) [22], NAR, CNN,
ARIMA [48] n’ont pas abouti à des bons résultats. Tous les modèles construits dans cette thèse
seront décrits et évalués selon la dualité biais/variance. Ces algorithmes permettent au mieux de
prendre en charge les comportements complexes et les dynamiques des consommations d’eau
et d’électricité. Pour ce fait, nous avons varié et diversi�é les techniques ML et autres modèles.
Dans le chapitre qui suit, nous proposons une description détaillée du processus de collecte
des données, la plateforme intelligente proposée ainsi qu’une démarche de prétraitement des
données collectées. Ces techniques ML seront utilisées et appliquées sur des données des
consommations issues d’un seul point de mesure et d’une manière non intrusive.
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3 Collecte et pré-traitement de don-
nées de consommation

3.1 Introduction

Ce chapitre présente une mise en œuvre complète d’une stratégie de collecte des données
basée sur des compteurs intelligents. Nous proposons une plateforme de comptage avancée
qui repose sur les technologies IoT. Dans notre cas d’étude, une installation de plusieurs
compteurs intelligents a été déployé dans di�érents types de bâtiments : tertiaires et privés.
Cette technologie rend la collecte automatique et centralise toutes les données dans une base
des données. Cette plate-forme IoT consiste en une infrastructure AMI (Advanced Metering
Infrastructure) permettant une surveillance continue de la consommation d’une manière non
intrusive et à partir d’un seul point de collecte général. Les données de consommation d’eau et
d’électricité sont transmises à un serveur Web dans des conditions de fonctionnement presque
instantanées.

Les données recueillies d’un point de mesure seront représentées sous forme de Cdc et de séries
temporelles. Des anomalies peuvent apparaitre lors de la collecte des données qui provoquent
un manque des données. A�n de pouvoir exploiter cette masse des données, il est primordial
de synthétiser les pro�ls des consommations en Cdc, journalière, horaire. Ce chapitre sera
consacré à l’étude et la préparation de ces données a�n de les explorer pour étudier les pro�ls
de consommation et les comportements des utilisateurs.

3.2 Stratégies AMR pour la lecture automatisée des compteurs

3.2.1 Le concept de l’IoT

Une très grande partie des IoT sont conçus pour la domotique et contribuent à ce qu’on appelle
les bâtiments intelligents ou «Smart building» [2]. Un système domotique connecte générale-
ment les périphériques à un concentrateur central. Les utilisateurs peuvent contrôler le système,
dans notre cas le bâtiment, via internet avec des applications sur tablette, ordinateur de bureau,
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Power network

Water network

Figure 3.1: Architecture générale de la plateforme IoT pour une lecture automatique des comp-
teurs d’eau et d’électricité au sein d’un bâtiment intelligent

téléphone mobile à travers des interfaces Web [78]. Une véritable interopérabilité des communi-
cations est nécessaire : les normes matérielles et logicielles doivent être totalement compatibles
avec l’architecture ouverte d’internet a�n de fournir des interfaces compatibles et accessibles.

Les dispositifs IoT élargissent le concept de la domotique sur plusieurs aspects citons entres
autres l’éclairage, le chau�age et la climatisation, les systèmes de média et de sécurité, les
compteurs intelligents (eau, électricité, gaz ...), les capteurs (température, humidité, luminosité
...) [79, 80], caméras de surveillance, actionneurs ... [81].

La croissance de l’IoT s’explique par les progrès importants réalisés dans les technologies
intégrées. Ce processus est associé à des réductions de coûts substantielles et à l’émergence d’une
nouvelle génération d’équipements et d’appareils intelligents. En étant connectés en permanence
à internet, ces objets connectés fournissent naturellement une quantité des données importantes
et variées. En outre, les données générées fournissent potentiellement de nouveaux services
et applications en ligne aux utilisateurs [82, 83]. Le concept IoT vise à rendre l’infrastructure
du système d’information nécessaire à la mise en œuvre des bâtiments intelligents sans être
immersive et envahissante [5].
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Les IoT sont de plus en plus utilisés en milieu urbain [4]. Des capteurs et des compteurs
appropriés basés sur les technologies IoT peuvent être facilement placés sur des bâtiments et
autres lieux d’une ville. Par exemple, l’évaluation de l’intégrité structurelle peut être obtenue
en surveillant les contraintes mécaniques du bâtiment à l’aide de capteurs de vibrations et
de déformation sans �l. Les niveaux de pollution peuvent être estimés à l’aide de capteurs
atmosphériques extérieurs et la sécurité liée aux activités humaines dans les bâtiments privés et
publics peut être calculée à l’aide des algorithmes avancés associés à un ensemble de capteurs
intérieurs hétérogènes.

Les compteurs qui sont des dispositifs IoT sont capables d’enregistrer et de transmettre in-
stantanément des évènements datés correspondants à de petites quantités d’énergie ou d’eau
consommées. Les évènements de ces compteurs fournissent des informations complètes sur
le moment de la consommation et permettent de mieux comprendre le comportement des
utilisateurs [84]. Aujourd’hui, l’IoT et le traitement de l’information associées font des comp-
teurs intelligents une solution abordable, non seulement pour les clients à forte consommation
d’énergie mais aussi pour des ménages.

Les données issues de compteur dans un intervalle de quelques minutes à quelques secondes per-
mettent par exemple de dé�nir et de mettre à jour les pro�ls existants, c’est-à-dire les Cdc, et de
créer de nouvelles courbes correspondantes à la consommation de chaque client. L’architecture
générale de la plateforme développée repose sur les technologies ouvertes d’internet notamment
liées aux IoT. Elle est représentée par la Fig. 3.1.

Aujourd’hui et avec les stratégies AMR, certaines villes peuvent lire les compteurs une fois par
semaine, une ou deux fois par jour [85]. De toute évidence, l’AMR permet aux fournisseurs de
services publics d’économiser le coût des déplacements périodiques vers chaque emplacement
physique pour lire un compteur. Un autre avantage est que la facturation peut être basée sur des
consommations en temps quasi réel. Ces mesures sont appelées informations à haute résolution
en temps opportun. Ces informations précises, peuvent être associées à une analyse, o�rent la
possibilité aux fournisseurs de services publics et aux clients à mieux contrôler l’utilisation et
la production de l’énergie électrique, de gaz ou de la consommation d’eau.

3.2.2 Compteurs intelligents

Les compteurs intelligents [86] sont des appareils de mesure à impulsions améliorés avec un
circuit électronique intégré et un micro-contrôleur ou un microprocesseur avec des capacités
de traitement intégrées. En e�et, ces compteurs intelligents hébergent la mise en œuvre de
stratégies appropriées pour leur propre gestion d’énergie, traitement de mesures, compression
des données, transmission de messages et interaction locale a�n de répondre à des événements
spéci�ques avec l’utilisateur et l’environnement [87]. Il s’agit d’un système de collecte centralisé
par communication internet (avec ou sans �l). Ainsi, le système est capable de collecter des
données beaucoup plus fréquentes et d’une précision accrue, permettant une collecte en temps

33



Chapitre 3. Collecte et pré-traitement de données de consommation

réel des données de consommation. Toutes les données de tous les compteurs intelligents sont
centralisées dans une base des données unique hébergée sur des serveurs distants.

L’infrastructure physique qui prend en charge la base des données est fournie à distance
par un fournisseur de cloud qui assure également la maintenance et la disponibilité. Les
données des compteurs intelligents sont stockées dans le format bien connu SQL (Structured
Query Language), qui est particulièrement utile pour traiter des données structurées dans
lesquelles il existe des relations entre di�érentes entités / variables des données hétérogènes.
Des fonctionnalités informatiques sont également disponibles sur le cloud pour l’analyse en
ligne et le traitement en temps réel des données. La plate-forme d’acquisition des données est
�exible et modulaire car elle repose sur une architecture IoT avec des formats des données
ouverts et des protocoles de communication standards.

La mise en œuvre d’un comptage avancé par une AMR est un processus complexe qui pose
de nombreux problèmes technologiques. Nous avons mis en place des compteurs d’eau et
d’électricité intelligents pour centraliser automatiquement les données de consommation dans
une base des données unique d’eau et d’électricité. L’analyse des données permet une surveil-
lance e�cace et précise de la consommation d’eau et d’énergie à di�érents niveaux. L’enjeu de
notre travail de thèse se concentre sur des méthodologies génériques permettant d’analyser les
masses des données recueillies via les compteurs intelligents et d’en extraire de l’information
utile pour di�érents acteurs à l’instar des compagnies d’eau et d’électricité, les villes et les
consommateurs.

Des compteurs supplémentaires ainsi que des capteurs de tout types peuvent être insérés dans
l’architecture proposée. Des données, mesures et événements peuvent être enregistrés dans
la base des données et exploités par des algorithmes pour fournir des services appropriés.
Parmi ces mesures nous pouvons citer les mesures environnementales telles que la température
extérieure et intérieure, l’humidité, la luminosité, la qualité de l’air ... et aussi des événements
liés aux activités d’un individu. La Fig. 3.2 illustre les aspects matériels et logiciels de collecte,
de stockage et d’analyse des données associées. L’ensemble a permis la création d’un réseau
entre les compteurs intelligents pour centraliser les informations et pour pouvoir les di�user
aux gestionnaires, clients et autres parties, tels que les distributeurs et les fournisseurs.

3.3 Acquisition des données de consommation

La solution adoptée pour la collecte des données est non intrusive [88] permettant de collecter
des données à partir d’une seule partie centralisée d’un réseau de distribution. La base des
données contient essentiellement des données fournies par les compteurs intelligents d’eau
et/ou d’électricité. Le processus de la collecte des données jusqu’à l’élaboration de la Cdc de
la consommation journalière brute puis échantillonnée est représenté par le diagramme de la
Fig. 3.3.
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Figure 3.4: Illustration des données brutes générées (points rouges) dès qu’une variation est
détectée par le capteur reliés par une interpolation

3.3.1 Évènement de consommation

Un litre, respectivement un Wh, consommé correspond à un évènement. La nouvelle stratégie
proposée dans [1] o�re la possibilité de transmettre toutes les données brutes mesurées. Cela est
vrai pour la collecte des données de la consommation d’eau ainsi que la consommation électrique.
Les données brutes sont dé�nies comme étant des évènements horodatés selon les instants
t1, t2, , ti , ..., tn . Ces événements sont générés dès qu’une variation d’un litre, respectivement un
Wh, dans la grandeur mesurée est détectée.

Dans le cadre d’un compteur d’eau, cette variation est �xe et correspond à l’écoulement d’eau
selon la taille du compteur et des caractéristiques du capteur. Dans notre cas, un compteur
DN15 présente une précision d’écoulement d’un litre. Cependant, l’écoulement d’eau avec un
plus grand compteur (DN100) est de 10 litres [1]. De ce fait, plus le débit est élevé, plus les
événements sont rapidement générés et la variation temporelle ∆ est petite. La succession des
événements est illustrée sur la Fig. 3.4 avec une présentation cumulée de la consommation ainsi
que ses horodatages t1, t2, , ti , ..., tn . La date tn correspond à l’instant pendant lequel le ni ème

évènement a eu lieu.

Dans le contexte de la consommation électrique, les compteurs sont caractérisés par une
précision de 0,1 Wh et de 1 Wh. Dans ce cadre, des scripts ont été développés et adaptés pour la
collecte de sorte que chaque Wh consommé sera transmis au serveur et sera sauvegardé dans la
base des données a�n d’être exploité. Formellement, les évènements horodatés représentent
une suite de valeurs numériques représentant la variation temporelle ∆. Cette dernière est
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Figure 3.5: Cdc générales de la consommation d’eau cumulée correspondant à trois bâtiments
tertiaires

appelée série chronologique, ou chronique, ou série temporelle. Elle est une suite d’observations
chi�rées, ordonnées dans le temps selon l’apparition de chaque évènement :

δ(y1(t1), y2(t2) = δ(y2(t2), y3(t3) = ... = δ(yi (ti ), yi−1(ti−1)) = ... = δ(yT−1(tT−1), yT (tT )) = 1,

X = {δ(t1, t2), ...,δ(ti , ti−1), ...δ(tT , tT−1)} ,

(3.1)

3.3.2 Courbe de charge (Cdc) des consommations

Les consommations mesurées dans cette étude conduisent à des Cdc de puissance électrique et
de volume d’eau au cours du temps. Ces Cdc décrivent l’évolution au cours du temps de ces
consommations. La Fig. 3.5 représente trois Cdc générales de la consommation d’eau dans trois
installations di�érentes.

Une Cdc générale désigne une grandeur numérique qui décrit l’évolution au cours du temps
de la consommation d’eau ou d’électricité d’un système donné [6]. L’AMI proposé par [1]
o�re la possibilité de transmettre l’index de la consommation d’eau. Cet index est la valeur
a�chée sur le compteur comme sur un totalisateur de la consommation d’eau illustré par la
Fig. 3.6. La Fig. 3.7 illustre un exemple des données de la consommation d’eau brute consommée
le 19/01/2018 à partir des évènements datés générés par le compteur d’eau sous forme d’une
Cdc et sa Cdc relative re-construite à partir des index transmis sur le serveur. Cette courbe
re-construite présente un décalage variable ∆ dans le temps pour chaque donnée collectée.

∆ j (ti ), dé�ni dans l’équation (3.2), est l’index représentant la consommation totale d’eau en
litres depuis l’installation du compteur. Cet index s’incrémente en fonction du temps jusqu’à
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Figure 3.6: Compteur d’eau servant de totalisateur de la consommation d’eau avec un a�chage
d’un index mécanique

l’instant ti du jour j avec :

∆ j (ti ) =
N∑

j=1

n j∑
i=1

( f j (ti )), (3.2)

avec f est le débit d’eau en un instant i . j = [1, ..., N ] est une valeur qui identi�e le jour et
N représente le dernier jour d’observation. Le cumule de consommation est fournie par un
compteur et représente la consommation globale en litre ou en Wh. La Cdc de l’électricité est
un mélange additif linéaire des puissances appelées de di�érents usages électriques pendant
une durée donnée. Les mesures proviennent d’un seul compteur intelligent qui génère un
évènement daté pour chaque Wh ou kWh consommé.

La Fig. 3.5 illustre des Cdc de la consommation d’eau de trois bâtiments tertiaires sur une
période de 16 mois (de décembre 2018 à avril 2020). ∆ j (ti ) représente le nombre cumulé de
litres consommés depuis l’installation du compteur. f j (ti ) représente le débit moyen pour l’eau
et la puissance moyenne pour l’électricité au jour j entre deux instants, ti et ti−1 avec :

f j (ti ) = y j (ti )− y j (ti−1). (3.3)

Le nombre de litres consommés en une seule journée jusqu’à l’instant ti est donné par (3.4) :

y j (ti ) =
n j∑

i=1
( f j (ti )), (3.4)

chaque y j (ti ) est le mélange additif linéaire de la consommation d’eau de di�érents appareils
(robinets, lave-vaisselle, toilettes ...).

Les données de consommation d’eau ne sont rapportées qu’à certains instants spéci�ques
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Figure 3.7: a) Représentation des données de la consommation d’eau brute à partir des évène-
ments datés générés par le compteur d’eau sous forme d’une Cdc et b) la Cdc re-construite à
partir des index transmis sur le serveur avec un décalage variable ∆ dans le temps pour chaque
donnée
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identi�és par l’architecture interne du compteur intelligent, notés [t1, ..., tn j ] selon sa stratégie
de communication [1]. La plateforme proposée de recueille des données de consommations
est basée sur la récolte des évènements. Autrement dit, pour chaque Wh consommé, l’index
s’ incrémente et le nouveau index sera sauvegardé sur le serveur en fonction du temps. Les
instants d’observation di�èrent en général d’un jour à l’autre. Les n j mesures du jour j sont
regroupées dans un vecteur Y j :

Y j = [y j (t1), y j (t2), ..., y j (tn j )]T . (3.5)

Chaque y représente un index qui est le volume d’eau (respectivement le nombre de Wh)
consommé au cours de chaque ti . Les données récupérées de la plateforme sont inégalement
espacées dans le temps [89, 90]. Par conséquent, un échantillonnage est proposé par la suite
a�n de rendre la série uniformément espacée avec une précision d’une minute, d’une heure ou
d’un jour selon l’objectif visé.

La courbe cumulée globale de la consommation d’eau peut être vue comme étant un ensemble
de vecteurs de la consommation journalière successive d’une période donnée :

∆= [Y1,Y2, ...,Y j , ...,YN ], (3.6)

Y1 et YN représentent respectivement le vecteur du premier jour jusqu’au vecteur du dernier jour
d’observation. Chaque Y j est censé être un jour de mesures complètes. Cette formalité fournit
une spéci�cation fonctionnelle pour exprimer le processus des données de consommation d’eau.
Un re-échantillonnage régulier de ces données est utilisé pour obtenir des données « intra
journalières » faciles à manipuler. En e�et, le vecteur Y j (ti ) pourrait être ré-échantillonnée sur
un vecteur d’un nombre prédé�ni de valeurs en fonction du temps (minute, heure, jour, semaine
...) pour créer un vecteur d’index journalier échantillonné Cj. Les équations (3.2) et (3.4) sont
représentées respectivement par les classes « Données collectées » et « Données quotidiennes »
de la Fig. 3.3.

3.4 Plate-forme d’acquisition des données sur le Web et pro�ls
étudiés

Des compteurs intelligents ont été insérés dans di�érents bâtiments. Un seul compteur surveille
la consommation globale du réseau électrique du bâtiment et l’autre lit la consommation globale
d’eau du WDN [91] du bâtiment. Les données de ces deux compteurs intelligents sont collectées
en permanence dans des conditions de fonctionnement réelles. Les données historiées sur plus
d’un an ont été stockées dans une base des données. Le processus d’acquisition de ces données
est illustré dans la Fig. 3.8. Les données servent à répondre à des objectifs et des exigences
qui sont décrits dans le Tableau 3.1, selon chaque utilisateur. Nous distinguons divers pro�ls
d’utilisateurs qui peuvent être le fournisseur de la ressource, le distributeur, le sous-distributeur
et les consommateurs �naux pour l’eau [1] et l’électricité.
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Une infrastructure informatique de cloud computing permet de stocker, de gérer et de traiter les
données grâce à des ressources matérielles et logicielles pouvant être physiquement distribuées
dans le monde entier et utilisées à distance via Internet. Cette infrastructure est capable de
recevoir les données de consommation d’eau transmises par le système de surveillance, de les
valider et de les archiver dans une base des données au sein de la plateforme cloud.

Dans ce travail, nous utilisons des données collectées de la consommation d’un bâtiment tertiaire
éducatif (IUT de Mulhouse) composé d’un ensemble de 8 bâtiments et un bâtiment à usage
domestique. Parmi les bâtiments tertiaires, nous distinguons un restaurant (RU) absorbe d’une
consommation journalière répétitive d’eau hors weekend, jours fériés et vacances. Pendant les
jours travaillés, il y’a une grande consommation due à la présence de plus de 1300 personnes.
Cependant, pendant les weekends et les vacances universitaires, la consommation est assimilée
à celle d’un bâtiment privé étant donnée qu’un immeuble de fonction est habité par une dizaine
de personnes.

La nouvelle stratégie de communication des compteurs d’eau intelligents [92] qui a été proposée
et développée a�n de compresser et de transmettre les données avec une très haute résolution est
proposée par [1]. Cette stratégie permet de reconstituer les temps de consommation de chaque
litre et d’améliorer la consommation d’énergie du compteur lors de la transmission des données.
Ces dernières sont transmises toutes les 5 minutes maximum et l’intervalle de transmission
est totalement adaptatif et lié à la consommation d’eau qui ne dépasse pas normalement les 30
minutes [1]. Une consommation d’eau supérieure entraîne une plus grande quantité de données.
Les données sont collectées en permanence dans des conditions de fonctionnement réelles. Les
données sont ainsi centralisées et stockées dans une base de données SQL [12]. Les données de
la consommation d’eau sont structurées dans des trames de données qui comportent entre autre
l’index qui est le volume d’eau consommé, et la date de chaque litre consommé en milliseconde
appelée évènement daté [1]. La collecte des données haute résolution d’utilisateurs individuels,
fournit un vaste corpus d’information sur lequel des modèles ML peuvent être basés [93].

En�n, ces modèles traitent les données de consommation grâce à des algorithmes appropriés
qui extraient des caractéristiques utiles pour les utilisateurs et les fournisseurs d’eau. En ce
qui concerne les utilisateurs, la plateforme cloud calcule le volume d’eau consommé par un
utilisateur individuel au cours des dernières 24 h et la série temporelle correspond au débit à un
pas de temps donné (par exemple, une heure).

Les données peuvent également être utilisées pour d’autres développements, tels que la con-
ception d’analyses et de services, la formation et le test d’algorithmes ML et le déploiement de
technologies de réseau intelligent supplémentaires. Les détails et les explications techniques de
la plateforme réalisée avec le compteur d’eau et d’électricité sont détaillées dans les annexes A.2.1
et A.2.2.
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Base de

données

Figure 3.8: Processus d’acquisition des données de la consommation à partir du compteur
intelligent communicant d’eau dans une base des données sur le cloud et la ré-construction en
Cdc

3.5 Pré-traitement et analyse des Cdc

3.5.1 Échantillonnage des Cdc

Échantillonner une Cdc revient à prendre un certain nombre de points régulièrement espacés
dans le temps. Cela permet d’analyser la consommation d’eau à des instants réguliers et précis
de la journée. Nous considérons les consommations journalières Y j en les ré échantillonnant
à chaque minute. Cela conduit à une Cdc quotidienne qui consiste en e = 1440 valeurs qui
correspondent à chaque minute d’une journée qui commence toujours à 0 litre :

C j = [y j (1), ..., y j (e)]T . (3.7)

Les Fig. 3.9 et Fig. 3.10 représentent quelques Cdc d’eau et d’électricité de la consommation jour-
nalière ré échantillonnées en minute (représentées en (a)). Nous pouvons également représenter
un vecteur de débit d’eau et la puissance moyenne d’électricité F j de taille e = 1440 comme
étant la dérivée de la Cdc C j (représentées en (b)).

F j = [0, (C
′
j )]T . (3.8)
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Figure 3.9: a) Cdc de la consommation d’eau cumulée échantillonnée en minute b) le débit
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Figure 3.11: Cdc journalière de la consommation d’eau : a) les Cdc des lundis depuis décembre
2017 jusqu’à avril 2018 et b) les Cdc moyennes, minimales et maximales associées

3.5.2 Caractéristiques des consommations et Cdc références

Plusieurs caractéristiques de consommation d’eau doivent être dé�nies a�n de servir de référence
pour distinguer les consommations normales des consommations anormales. On dé�nit donc
Cav g comme étant une Cdc journalière moyenne sur une période Per :

C av g
Per = av g (C1,C2, ...,Cp ), (3.9)

où Per est un ensemble de p jours. De la même manière, nous pouvons dé�nir C max
Per et

C mi n
Per qui sont respectivement la Cdc maximale et la Cdc minimale, c’est-à-dire les valeurs

maximales et minimales pour chacune des 1440 minutes des jours sur la période considérée. Ces
caractéristiques sont des courbes représentatives qui peuvent servir de référence dans l’analyse
des consommations d’eau.

Par exemple, la Fig. 3.11 montre les Cdc quotidiennes des lundis sur une période de 5 mois et les
courbes moyennes, minimales et maximales résultantes. Ainsi, la consommation d’eau d’un jour
j , C j , peut être comparée à C av g

Per où Per =W eekd ay = {Lundi , ...V endr edi } . Les samedis et
dimanches sont des jours qui seront traités di�éremment des autres jours de la semaine avec
Per = {Samedi, Dimanche}.

Notre cas d’étude de la consommation d’eau concerne un bâtiment tertiaire. Il s’agit là d’un
restaurant universitaire où l’utilisation est caractérisée par des aspects habituels et répétitifs de
la consommation d’eau. Dans les 5 premiers jours de la semaine, les consommations sont très
similaires mais sont très di�érentes des jours de weekend où il n’y a pas d’activité comme le
montre la Fig. 3.12.
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Figure 3.12: Exemple d’une semaine de consommation d’eau avec des Cdc journalières avec 5
Cdc de consommation pendant la semaine (lundi à vendredi) et 2 Cdc avec des valeurs nulles
pendant le weekend

3.5.3 Véri�cation de l’intégrité et reconstitution des données manquantes

Un pré-traitement [94] sur les données est réalisé pour deux objectifs : le contrôle d’intégrité et
l’interpolation des données. Cette interpolation o�re la possibilité de préparer les données pour
une classi�cation ou prédiction de la consommation. Elle permet de reconstituer les Cdc qui
représentent un manque des données.

Une interpolation des données est optée en cas d’une interruption lors de la collecte des données
qui peut engendrer un manque. Les données réelles dans les di�érentes applications peuvent
présenter communément des données ou des plages des données manquantes ou incomplètes.
La Fig. 3.13 illustre un exemple de manque des données au cours de la journée.

L’interpolation des données est adaptée selon la nature du jour (travaillé ou weekend) ainsi
que le type du bâtiment (tertiaire, privé). Parmi les méthodes d’interpolation nous citons
l’interpolation spline cubique, linéaire ...

Une interpolation spline cubique [95] est une fonction qui est dé�nie par morceaux constituée
d’un polynôme avec k nœuds : x1...xk . f est une fonction qui est dé�nie sur chaque intervalle
[xi , xi +1]. En posant βi = f (xi ) et δi = f "(xi ) :

f (x) = a−
j (x)β j +a+

j (x)β j+1 + c−j (x)δ j + c+j (x)δ j+1 (3.10)
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Figure 3.13: a) Cdc journalière représentant un manque des données, b) détermination du
manque des données à partir d’une interpolation splines

avec

a−
j (x) = xi+1 −x

hi
(3.11)

a+
j (x) = x −xi

hi
(3.12)

hi = xi+1 −xi (3.13)

c−j = 1

6

[
(xi+1 −x)3

hi
−hi (xi+1 −x)

]
(3.14)

c+j = 1

6

[
(x −xi )3

hi
−hi (x −xi )

]
(3.15)

En appliquant cette interpolation, nous pouvons déterminer les données manquantes. La
Fig. 3.13, b représente une interpolation spline cubique.

L’interpolation linéaire [95] consiste à approcher une fonction f par la fonction f̄ telle que
f̄ (xa) = ya et f̄ (xb) = yb avec :

f̄ (x) = ya − yb

xa −xb
x + xa yb −xb ya

xa −xb
(3.16)

Une méthodologie de pré-traitement des données est proposée et présentée dans la Fig. 3.14.
Le processus du pré-traitement est déclenché une fois que nous avons récupéré les données
de consommation. Les Cdc références seront possible à dé�nir à partir de la base de données
collectées. Avec ce pré-traitement, nous pouvons aussi rafraichir les Cdc références.

Avec le processus de pré-traitement proposé dans la Fig. 3.14, nous avons dé�ni en entrée,
une série temporelle brute Y j qui représente une Cdc d’un jour j, et est caractérisée par
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Figure 3.14: Pré-traitement des séries chronologiques pour chaque Cdc journalière

l’équation (3.17).

S j = Y j =
[

y(t1), y(t2), ..., y(ti ), ..., y(tn j )
]

(3.17)

Étant donné qu’une prévision de la consommation d’eau est visée avec une précision d’une heure,
l’identi�cation du manque des données ne peut être détectée qu’avec un échantillonnage encore
plus accru, c-à-d inférieure à une heure, imposé par l’architecture interne de la plateforme. Par
conséquent, un échantillonnage en minutes est e�ectué pour détecter les zones du manque des
données et identi�er la consommation anormale. Avec un échantillonnage en minute, nous
obtenons une Cdc avec n=1440 données qui correspondent à chaque minute d’une journée
décrite avec (3.18) qui correspond à l’équation (3.7) dé�nie antérieurement.

C j =
[

y(t1), y(t2), ..., y(ti ), ..., y(tn=1440)
]

(3.18)

Après un pré-traitement, nous obtenons une série temporelle C̄ j qui représente une Cdc de la
consommation d’eau échantillonnée en minutes et sans manque de données. Ce processus de
pré-traitement est répété à chaque jour.

Des programmes de surveillance ont été mis en place pour obtenir davantage d’informations
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Base de donées

Figure 3.15: Schéma descriptif d’un watchdog mis en œuvre sur un Raspberry PI pour surveiller
la transmission instantanée des données de consommation

sur la couverture radio, le nombre de trames reçues et pour tester si un manque des données
correspond à une absence de communication de 30 minutes, selon l’architecture proposée, par
le serveur ou le compteur d’eau.

La Fig 3.15 représente une description du fonctionnement d’un programme de surveillance
"watchdog" mis en œuvre sur un Raspberry PI pour surveiller la transmission instantanée de
donnée de consommation.

3.6 Jeux des données pour la classi�cation et la prévision

Nous avons construit plusieurs jeux de données pour la classi�cation et la prévision de la
consommation d’eau et d’électricité.

3.6.1 Bases de données de la consommation d’eau

Cinq bases de données de la consommation d’eau sont proposées comme étant des entrées aux
di�érents algorithmes d’apprentissage. Une description de chaque base est donnée brièvement
ci-dessous :

• BaseT1-Classi�cation :

– id du compteur : id=2005 cf. Annexe A.2.2

– du 01 Décembre 2017 au 08 Avril 2018

– consommation moyenne d’environ 977 l, un minimum de 0 l et un maximum de
9786 l par jour

• BaseT1-Détection :
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– id du compteur : id=2005 cf. Annexe A.2.2
– du 01 Décembre 2017 au 08 Avril 2018
– consommation moyenne d’environ 977 l, un minimum de 0 l et un maximum de

9786 l par jour

• BaseT1-prévision :

– id du compteur : id=2005 cf. Annexe A.2.2
– du 03 Septembre 2018 au 30 Juin 2019
– consommation moyenne d’environ 783.87 l avec une consommation maximale de

2639l et minimale de 0l par jour

• BaseP1-prévision :

– id du compteur : id=2007 cf. Annexe A.2.2
– du 01 Octobre 2018 au 31 Décembre 2018
– consommation moyenne d’environ 187.11 avec une consommation maximale de

489 l et minimale de 0 l par jour

• BaseP1-évènement-prévision :

– id du compteur : id=2007 cf. Annexe A.2.2
– d’Octobre 2018 au Décembre 2018
– comporte 2000 données

3.6.2 Bases de données de la consommation d’électricité

Trois bases de données de la consommation électricité sont proposées comme étant des en-
trées aux di�érents algorithmes d’apprentissage. Une description de chaque base est donnée
brièvement ci-dessous :

• BaseT2-Classi�cation : c’est la base des données utilisée pour la classi�cation de 8
appareils électriques di�érents. Chaque échantillon de cette base de donnée représente un
appareil électrique décrit par la signature harmonique du courant mesuré. La signature
harmonique est constituée des amplitudes et des angles des composantes harmoniques
suivantes obtenues par une transformée de Fourier : 1 (fréquence fondamentale) et 3, 5, 7,
9, 11, 13 et 15. Chaque appareil est ainsi décrit par 16 caractéristiques. Elles ont déjà été
utilisées dans une étude antérieure [96]. A�n d’étudier la tâche de classi�cation au plus
loin, cette base de donnée est "dérivée" en quatre sous-bases contenant chacune 10 000
échantillons. Ces variantes sont dé�nies de la manière suivante :

– la sous-base "normale" contient des signatures harmoniques brutes obtenues directe-
ment avec une transformée de Fourier du courant ;
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– la sous-base "bruitée" est constituée des 16 caractéristiques de la signature har-
monique mais entachées de 10% de bruit blanc ;

– la sous-base de données "tra�quée" contient des signatures quelques peu tra�quées
dans le sens où une seule des 16 caractéristiques est pertinente et donne directement
l’information de la classe à laquelle l’appareil appartient ;

– la sous-base de données "aléatoire" contient des signatures harmoniques aléatoires
autrement dit il est extrêmement di�cile d’établir une correspondance ou un lien
entre les 16 termes et la classe à laquelle l’appareil appartient

• BaseT2-prévision :

– id du compteur : id=206 cf. Annexe A.2.1

– du 25 Novembre 2019 au 09 Février 2020

– consommation journalière moyenne de 14 581 Wh par jour d’un ensemble de 7
semaines qui sont choisies pendant cette période

• BaseT2-évènement-prévision :

– id du compteur : id=11 cf. Annexe A.2.1

– du 01 Avril 2020 au 03 Avril 2020

– constituée de 2000 données

• BaseT3-évènement-prévision :

– id du compteur : id=206 cf. Annexe A.2.1

– du 31 Mai 2021 au 04 Juin 2021

– comporte 36 300 données

3.7 Conclusion

Dans ce chapitre, nous avons proposé une plateforme d’acquisition des données de consom-
mation d’eau et d’électricité. La solution adoptée dans cette thèse est la collecte des données
d’une manière non intrusive qui a permis une collecte des données à partir d’une seule partie
centralisée d’un réseau de distribution. Les données récoltées sont l’index, qui représente le
volume d’eau ou de l’énergie électrique consommé, et les évènements datés, qui représentent les
instants de consommation de chaque litre d’eau et de chaque Wh. Les pro�ls des consommations
ont été représentés sous forme des Cdc journalières décrivant l’évolution de la consommation
en fonction du temps. Ces données constituent des séries temporelles qui seront utilisées pour
la classi�cation, le clustering, l’analyse et la prévision.

Nous avons pu constater des pertes de données lors de la collecte. Cela correspond essentielle-
ment à des interruptions lors de la sauvegarde dans les bases de données sur le cloud, dues
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généralement à des problèmes réseaux, ou à des coupures électriques. De ce fait, des scripts
ont été mis en place a�n de signaler les cas d’interruption ou de d’un mauvais fonctionnement
du compteur. Ces données ont été analysées dont le but est d’obtenir des Cdc des consom-
mations échantillonnées et représentables permettant de conduire à des Cdc références. Les
courbes références, C av g C max et C mi n , o�rent la possibilité d’une comparaison entre les pro�ls
journaliers et d’évaluer certaines consommations.

Une véri�cation de l’intégrité des données a été proposée. Elle consiste en une véri�cation d’un
éventuel manque des données. Cela comporte une étape d’identi�cation puis une autre étape de
reconstitution des données à partir d’une interpolation selon le type de la consommation et du
bâtiment. Pour la consommation d’un bâtiment tertiaire, nous avons proposé une interpolation
spline cubique pour les jours travaillés. En cas de manque pendant les weekends, une interpola-
tion linéaire a été retenue pour déterminer les données manquantes. Pour la consommation
d’un bâtiment privé, nous avons proposé une interpolation par la moyenne de la consommation
du jour d’avant (j-1) et du même jour de la semaine d’avant (j-7).

Les données de la consommation d’eau et d’électricité seront considérées comme des entrées
pour tous les algorithmes ML développés dans les chapitres qui suivent a�n de résoudre les
di�érents problèmes posés dans cette thèse à savoir le clustering, la classi�cation, la prévision
des consommations et la détection des anomalies.
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4 Classi�cation automatique selon les
pro�ls de consommation

4.1 Introduction

Ce chapitre est focalisé sur la classi�cation supervisée et non supervisée, appelée en anglais
« clustering », des données représentées sous forme de Cdc et de séries temporelles des con-
sommations. À partir des Cdc de la consommation d’eau collectées, nous ne pouvons réaliser
aucune interprétation du comportement ou de la dynamique de ces courbes en fonction du
temps. De ce fait, nous proposons, comme alternative d’explorer des données, de regrouper les
Cdc de la consommation d’eau en classes avec un clustering dans le but de réduire le nombre des
données en gardant que celles qui comportent plus d’informations. Nous proposons également
une analyse probabiliste de ces Cdc journalières avec la PDF permettant d’identi�er les périodes
pendant lesquelles il y a eu de consommations signi�catives. De ce fait, la réduction des données
va permettre, entre autres, de détecter le plus tôt possible les comportements anormaux qui se
manifestent souvent par des grandes ou des faibles consommations. La détection des anomalies
sera réalisé par une classi�cation des Cdc.

Une analyse de la consommation de l’électricité a été mise en œuvre et a permis de séparer
di�érents appareils à partir du courant de charge [96]. À partir de cela , nous disposons d’un
ensemble des données décrivant huit appareils électriques par leurs signatures harmoniques.
Notre objectif est de proposer un modèle de classi�cation supervisée capable d’identi�er et de
classi�er les signatures électriques de chaque type d’appareils dans des conditions de fonction-
nement réelles. Di�érentes méthodes ont été testées pour classi�er ces appareils : un perceptron
multicouche MLP, un arbre de décision DT ainsi que la méthode de KNN. La classi�cation
avec ces méthodes sera ensuite comparée avec d’autres approches ensemblistes comme OAA
et ECOC. Une exploration des appareils électriques sera réalisée à partir des signatures har-
moniques permettant de simpli�er et optimiser les modèles de classi�cation en minimisant le
nombre des caractéristiques en entrée pour la classi�cation.
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Table 4.1: Distance et corrélation de quelques Cdc de la consommation d’eau et les courbes de
débit calculée respectivement avec la Cdc moyenne et la courbe de débit moyen

Jour (j) (C av g ) (F av g )
cor r (C av g

Per ,C j ) di st (C av g
Per ,C j ) cor r (F av g

Per ,F j ) di st (F av g
Per ,F j )

2018-04-02 86,39 3.8e+04 -1.47 84.11
2018-04-03 99,95 4.6e+03 43.61 1.3e+02
2018-04-04 99,88 1.3e+03 46.93 1.5e+02
2018-04-05 99.72 3.1e+03 49.66 1.5e+02
2018-04-06 99,58 6.9e+03 51.94 1.5e+02

4.2 Approche probabiliste pour la classi�cation des Cdc de la
consommation d’eau

4.2.1 Méthode proposée pour le clustering des Cdc de la consommation d’eau

Dans cette section, une classi�cation non supervisée des Cdc de la consommation d’eau de la
base de données "BaseT1-Classi�cation" est proposée avec des approches simples pour chercher
la ressemblance d’une Cdc avec des courbes références.

a. Calcul statistique pour l’exploration des Cdc

Tout d’abord, une exploration des Cdc est réalisée avec le coe�cient de corrélation de Pearson.
Cela est réalisé avec la base de données "BaseT1-Classi�cation" dé�nie dans le paragraphe 3.6.
Nous avons retenu que 90 jours dont la consommation soit di�érente de 0. Un échantillonnage
des Cdc est réalisé de sorte que chaque Cdc est composée de 1440 données par jour.

La corrélation cor r (C av g
Per ,C j ) et la distance di st (C av g

Per ,C j ) sont deux outils pour mesurer la
ressemblance et la similitude de deux vecteurs. Dans ce contexte, ces deux vecteurs sont une
Cdc journalière et une Cdc de référence respectivement C j et C av g

Per .

La corrélation est donnée par :

cor r (X ,Y ) = cov(X ,Y )

σxσy
, (4.1)

et la distance est calculée de la manière suivante :

cov(X ,Y ) = 1

N

p∑
n=1

q∑
j=1

ni j (xi −X )(y j −Y ). (4.2)

où cov(X ,Y ) est la covariance entre X et Y , σx , σy , X et Y sont respectivement l’écart type
et les valeurs moyennes de X et Y . Per représente les jours travaillés de cette base "BaseT1-
Classi�cation".
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Class 1
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Figure 4.1: Dendrogramme issu du HAC des Cdc avec la ED

Les résultats pour quelques jours sont présentés dans le Tableau 4.1.

De toutes les corrélations avec C j , on peut constater qu’une seule est inférieure à 90%. Le jour
correspondant (02/04/2018) présente donc une distance plus élevée par rapport aux autres jours.
Pendant ces jours, la consommation d’eau était di�érente et cela est également con�rmé par la
corrélation et la distance calculées avec F j qui est le débit moyen journalier f j échantillonné en
minute.

Cette méthode permet la recherche des jours dont le pro�l de consommation constitue une
di�érence avec la Cdc référence. Elle est simple, mais elle ne sera pas très performante dans le
cas où la base de données comprend un nombre important de Cdc. En outre, l’interprétation
des résultats constitue son inconvénient majeur à cause de la diversi�cation et le choix de la
Cdc référence. Pour cette raison, les algorithmes ML représentent une solution alternative pour
palier à ces problèmes.

b. Clustering de Cdc de la consommation d’eau avec HAC

Dans cette section, nous cherchons à construire des groupes de Cdc de la consommation d’eau.
Pour ce faire nous procédons à une classi�cation non supervisée dont les classes ne sont pas
connues à l’avance. Trois méthodes de regroupement direct et indirect sont proposées a�n
de regrouper les Cdc en classes. Le clustering direct est un clustering de Cdc brutes (non
échantillonnées). Cependant, le regroupement indirect transforme les données collectées à
intervalle variable en données échantillonnées. Pour procéder à ce type de clustering, il est
nécessaire d’initialiser un nombre de classes à l’avance. Pour ce faire, une méthode statistique
des écarts est appliquée pour choisir le nombre de clusters nécessaires.

Nous avons choisi un nombre de classes maximal kmax =10 comme initialisation de l’algorithme 1.
L’application de cet algorithme a fourni un nombre des classes optimal qui vaut 6. Par con-
séquent, le clustering est paramétré avec 6 classes.
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Figure 4.2: Cdc classées avec l’approche HAC utilisant la ED avec 6 classes

• Clustering HAC des Cdc avec ED
Pour réaliser un HAC avec ED, les Cdc devraient être de même longueur. Par conséquent,
les Cdc à classer seront échantillonnées.

La base de données "BaseT1-Classi�cation" re�ète le comportement des utilisateurs de
consommation d’eau, nous savons qu’il n’y aura pas de consommation très importante
en moins d’une minute. Pour cette raison, nous choisissons une granularité d’une minute,
de sorte que les Cdc d’un pro�l donné soient correctement échantillonnées dans le temps.
Ces Cdc sont échantillonnées à 1440 données pour chaque jour (1440 minutes). Ceci
permet de calculer la ED plus facilement.

La Fig. 4.1 montre le dendrogramme obtenu en appliquant l’algorithme HAC. Selon cette
�gure, la classe 2 représente la majorité des Cdc, avec une part de 71,11 %. Avec ce
regroupement nous pouvons conclure que les courbes de consommation quotidienne
avec le comportement le plus normal sont regroupées dans cette classe. Les classes 1, 5 et
6 représentent les Cdc dans lesquelles il y a des fuites constatées (sur terrain).

La Fig. 4.2 illustre les classes des Cdc de la consommation d’eau avec la ED. Nous re-
marquons que cette technique de clustering a permis d’identi�er lisiblement les Cdc de
la consommation d’eau ayant un comportement di�érent. Celui-ci est traduit par des
ED très grandes par rapport au reste des classes. Les Cdc de la consommation d’eau
pendant les weekends sont également regroupées dans une même classe, qui est la classe 4.

• Clustering des Cdc de la consommation d’eau avec HAC basé sur la DTW
La DTW permet de se concentrer sur les di�érents comportements de consommation
au cours de la journée, ainsi que sur le séquencement de chaque litre consommé tout en
réduisant les di�érences et les décalages temporels des Cdc. En e�et, la distance DTW
réduit l’importance des di�érences temporelles et se concentre sur le comportement et
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Load curves

6

Figure 4.3: Dendrogramme issu du HAC des Cdc avec la distance DTW

son organisation dans la chronologie. Cette technique o�re la possibilité de procéder au
clustering sans échantillonnage des données ou de véri�er si les di�érents Cdc journalières
ont le même nombre des données.

La Fig. 4.3 montre le dendrogramme obtenu en appliquant l’algorithme HAC avec la
DTW. L’application de cette distance a fourni une représentation di�érente de la ED. En
e�et, nous constatons que la distance DTW se concentre sur la forme et les inclinaisons
internes pour chaque Cdc. Les jours à très faible consommation sont considérés parmi
les jours travaillés de la semaine.

En comparant le clustering HAC avec la ED et DTW, la première distance a bien réussi à
regrouper les Cdc des weekends dans une même classe di�érente à celle des Cdc de jours
travaillés.

c. Clustering de Cdc de la consommation d’eau avec la carte SOM

Une autre méthode de classi�cation des Cdc cumulées consiste à utiliser le principe d’une
SOM [97, 22]. Cette méthode est très peu utilisée pour le clustring particulièrement avec
les séries de valeurs [98] qui sont dans notre cas d’étude des Cdc de la consommation
d’eau. À l’inverse du clustering avec la HAC, le SOM est une méthode d’apprentissage
automatique qui reste toujours opérationnelle avec un nombre important de Cdc. Ce
réseau de neurones est composé d’une seule couche de neurones arti�ciels qui est une
représentation discrétisée de l’espace d’entrée des échantillons d’apprentissage et sont
donc appelés une carte. L’apprentissage consiste à déplacer la position des neurones en
utilisant une fonction de voisinage pour préserver les propriétés topologiques de l’espace
d’entrée. En cas d’une classi�cation, chaque neurone correspond également à une classe
et les données sont donc regroupées par similarité.

L’implémentation d’une SOM [15] a été réalisée avec Matlab [97].
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Figure 4.4: Résultats du clustering des Cdc de la consommation d’eau journalière avec un
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Table 4.2: Résultats du clustering des Cdc de la consommation d’eau à partir de leur dispersion
dans les di�érentes classes avec les 3 méthodes

ED DTW SOM
Classe 1 82 49 1
Classe 2 3 64 3

Classe 3

2,4,5,6,7,9,10,11,12,13,
14,15,16,17,18,20,21,22,
23,24,25,28,29,30,31,34,
35,36,37,38,40,41,42,43,
44,45,46,47,48,49,52,53,
54,55,56,57,58,59,60,61,
62,63,64,65,66,67,68,69,

70,72,73,74,75,76

18
2,4,12,13,15,17,22,24,
29,31,36,44,52,56,59,

83

Classe 4
8,19,26,27,32,33,39,50,
51,71,77,78,79,80,81,84,

85,86,87,88,89,90
1

5,6,7,9,10,11,14,16,18,
20,21,23,28,30,34,35,37,
38,40,41,42,45,53,57,58,

60,61,62,64,69

Classe 5 83

2,3,4,5,6,7,8,9,10,11,12,
13,14,15,16,17,19,20,21,
22,23,24,25,26,27,28,29,
30,31,32,33,34,35,36,37,
38,39,40,41,42,43,44,45,
46,47,48,50,51,52,53,54,
55,56, 57,58,59,60,61,62,
63,65,66,67,68,69,70,71,
72,73,74,75,76,77,8,79,
80,81,83,84,85,86,87,88,

89,90

25,43,46,47,48,49,54,55,
63,65,66,67,68,70,72,73,

74,75,76

Classe 6 1 82
8,19,26,27,32,33,39,50,
51,71,77,78,79,80,81,

82,84,85,86,87,88,89,90

Dans notre cas, une carte SOM est composée de 6 neurones, c’est-à-dire correspondant à 6
classes, est utilisée pour élaborer des classes des Cdc échantillonnées avec 1440 points de la
même base de données "BaseT1-Classi�cation". Les jours avec une consommation d’eau similaire
sont donc regroupés en classes et le résultat est fourni par les Fig. 4.4 et Fig. 4.5.

4.2.2 Évaluation et comparaison du clustering des Cdc

Le Tableau 4.2 résume la dispersion des Cdc de la consommation d’eau dans les 6 classes avec
les di�érentes méthodes du clustering telles que pour les trois méthodes, les Cdc sont identi�é
par un numéro de 1 à 90.
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Table 4.3: Coe�cient de corrélation cophénétique et temps d’exécution total pour le calcul de la
similitude des Cdc avec le clustering HAC avec la ED et le DTW

ED(Cdc) DTW(Cdc) ED(Cdc(I ))
Coe�cient de corrélation

cophéntique 0.98 0.48 0.99

Temps total
du clustering (s) 30.23 48.76 10 23.24

La mesure de la similarité entre les échantillons est l’étape essentielle pour une classi�cation
précise et e�cace des Cdc. La mesure de similitude construit une valeur absolue de similitude
entre chaque paire de séquences. Une bonne classi�cation est dé�nie en minimisant la distance
intra-cluster et en maximisant la distance inter-cluster.

Le coe�cient de corrélation cophénétique c [99] est une méthode objective de comparaison
de plusieurs dendrogrammes. Ce coe�cient est un indicateur de la qualité d’une classi�cation
non supervisée [100] pour un HAC. Elle est obtenue à partir de la distance cophénétique qui est
la di�érence entre deux observations représentées dans le dendrogramme par la hauteur des
branches se terminant dans le même groupe. C’est aussi la distance entre deux groupes contenant
ces observations avant qu’elles ne soient réunies. Toutes ces distances dé�nies entre les deux
Cdc forment une matrice triangulaire. La qualité d’un arbre de classi�cation peut se résumer
par un coe�cient de corrélation cophénétique c entre les valeurs de la matrice de distances
initiales. La meilleure classi�cation a un coe�cient plus proche de 1. Ce coe�cient permet
donc de comparer les représentations graphiques de HAC à travers les distances cophénétiques
induites par la classi�cation non supervisée à l’aide d’une seule valeur.

c =
∑

i< j (Di st ance(i , j )− d̄)(c(i , j )− c̄)√
(
∑

i< j (Di st ance(i , j )− d̄)2(c(i , j )− c̄)2)
(4.3)

avec Distance(i, j): représente la distance entre xi et x j comme donnée dans la matrice de
dissimilarité, c(i, j) est la distance cophénétique entre xi et x j , d̄ est la moyenne des Distance(i,
j) et c̄ est la moyenne de c(i, j).

La Tableau 4.3 présente le coe�cient de corrélation cophénétique calculé pour l’ED de la Cdc
quotidienne complète et DTW et le temps nécessaire pour calculer les distances Cdc et la
construction du dendrogramme HAC.

Selon le coe�cient cophénétique, nous retenons le clustering e�ectué avec ED. Nous comparons
maintenant le clustering avec cette distance et celle obtenue avec la carte SOM. Graphiquement,
il est bien clair dans la Fig. 4.5 qu’il existe des Cdc dans la classe 3 et 5 qui sont totalement
di�érentes aux restes des Cdc de la même classe. Cependant, selon la Fig. 4.2, le HAC avec ED a
bien séparé ces courbes et les a mis dans des classes di�érentes.

Selon plusieurs études [101], les réseaux de neurones s’avèrent très largement la meilleure
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solution pour le clustering. Cela parait intéressant dans le cas où le nombre des classes est
important. En outre, la SOM reste relativement stable et robuste par rapport aux valeurs
aberrantes et aux dimensions non pertinentes des données.

Notre cas d’étude concerne un nombre relativement petit constitué d’un ensemble de 90 Cdc et
un nombre relativement restreint de classes égale à 6. Par conséquent, nous avons retenu le
clustering réalisé avec le HAC et ED.

Le clustering est appliqué sur des Cdc de la consommation d’eau échantillonnées en minute. Le
processus de la classi�cation n’est peut alors être lancé que lorsque toute les 1440 données sont
disponibles. Cela est considéré comme une contrainte dans le cas où une anomalie (fuite d’eau,
manque de la consommation ...) aura lieu. Pour faire face à cette contrainte, nous proposons
d’explorer les Cdc a�n de les classi�er avec un seul sous-ensemble de données relatives à chaque
jour.

La consommation journalière d’eau est un processus aléatoire avec des mesures bruitées sans
aucune connaissance sous-jacente. Pour faire face à cette incertitude, les modèles probabilistes
sont les plus adéquats. De plus, le processus de consommation présente des schémas récur-
rents sur di�érentes périodes. Une première méthode est proposée qui consiste à exploiter
l’architecture de la plateforme d’eau. Cela revient à analyser les instants ti des index récupérés.
La deuxième méthode consiste à analyser la PDF. Cette exploration permet d’analyser le pro�l
de consommation d’eau en minute. Il s’agit là d’une solution permettant le contrôle en temps
réel a�n d’éviter toutes anomalies et une intervention plus rapide.

4.2.3 Analyse de la consommation d’eau selon les instants de transmission de
données

Une analyse de la consommation d’eau à partir des Cdc journalière est réalisée a�n d’explorer
la période pendant laquelle la consommation est importante. Comme décrit précédemment,
l’architecture interne du compteur dé�nit un temps de transmission des données inégalement
espacées. Les instants d’envoi sont in�uencés par le volume d’eau consommé. Avec une grande
consommation d’eau, les données sont récupérées avec des laps de temps δ(ti ), plus petit.
Inversement, avec une petite consommation d’eau, les données sont récupérées avec des laps de
temps δ(ti ), plus grands. Mathématiquement, cette analyse qui est basée sur le δ(ti ) minimum
(Min) et maximum (Max) de chaque jour, est décrite dans l’algorithme 3. Avec cet algorithme,

Algorithm 3 Zone divided (Cdc, δ(ti ))

if Mi n(δ(ti )) É δ(ti ) and δ(ti ) É [M ax(δ(ti ))−Mi n(δ(ti ))]
3 then

Existing water consumption (Contained consumption)
else if M ax(δ(ti )) ≥ δ(ti ) and δ(ti ) ≥ 2× [M ax(δ(ti ))−Mi n(δ(ti ))]

3 then
Null or a little water consumption

end if
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Figure 4.6: Décomposition automatique de la Cdc de consommation d’eau en zones

la grande consommation est évaluée par rapport aux instants de réception des index de la part
de la plateforme intelligente. Cela consiste à comparer les écarts de réception des données. Un
petit écart explique qu’il y a eu une consommation d’eau continue. La grande consommation se
manifeste par les deux pentes dans une Cdc journalière représentées par une couleur rouge
dans la Fig. 4.6.

Cette analyse simple permet de visualiser graphiquement la Cdc en deux zones de consommation.
La grande consommation est pendant la journée de 8h jusqu’à 11h et de midi jusqu’à 15h.
Cependant la petite consommation est de minuit jusqu’à 8h, environ de midi et le soir de 15h
jusqu’à minuit. Cette technique simple a permis d’identi�er plusieurs périodes de consommation
pendant une journée. Nous cherchons une seule période dont la consommation �gure dans
toutes les Cdc de tous les jours ayant la consommation la plus importante. Pour cette raison,
nous avons opté pour une analyse probabiliste plus sophistiquée qui permet d’attribuer pour
chaque période de consommation une probabilité. La fonction de densité de probabilité PDF
est capable d’explorer le processus de consommation d’eau et de l’exprimer sous forme de
probabilités avec un estimateur de noyau gaussien.

4.2.4 Optimisation de données selon la PDF

A�n d’estimer la PDF [102] d’une quantité d’eau consommée pendant une période donnée t ,
nous utilisons un estimateur de densité KDE (Kernel Density Estimator) [103, 104]. Un KDE
est un modèle de densité non paramétrique avec un type particulier de fonction de noyau kh()

appelé noyau de lissage qui satisfait les conditions suivantes :
∫

Kh(t )d t = 1,∫
tKh(t )d t = 0,∫

t 2Kh(t )d t > 0,

(4.4)
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Figure 4.7: Approche proposée pour la classi�cation des Cdc de la consommation d’eau journal-
ière avec un nombre des données restreint pour estimer la PDF

avec h > 0 est la bande passante du noyau qui permet de contrôler le lissage de la fonction de
densité PDF [105]. Cette dernière peut être estimée en calculant la probabilité en chaque point :

p̂(t ) = 1

N

N∑
i=1

Kh(t − ti ) (4.5)

La méthode KDE [106] ne dépend d’aucune connaissance préalable de la distribution des
données. Il s’agit donc d’une estimation utilisant uniquement les données [103]. Pour notre
cas d’étude, l’objectif de la PDF est de trouver la probabilité de consommation d’eau à chaque
instant et de la représenter sous forme d’une courbe gaussienne. La Fig. 4.7 présente notre
démarche qui est décrite comme suit. À partir d’une Cdc qui représente une série temporelle de
la consommation d’eau journalière, nous appliquons la fonction PDF a�n de représenter les
distributions gaussiennes. Nous appliquons l’algorithme EM pour la recherche des paramètres
des gaussiennes.
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Figure 4.8: a) PDF avec noyau gaussien pour identi�er le seuil T, b) intervalle de con�ance d’une
distribution gaussienne et , c) les bruits représentés par de petites gaussiennes

La PDF permet alors d’identi�er, pour chaque jour, quelques litres "indexés" au début et à la �n
de la journée, représentant les fuites d’eau nocturnes [12]. Ces fuites sont considérées comme
étant un bruit par rapport à la consommation d’eau brute des utilisateurs. Par conséquent, un
seuil T est choisi empiriquement permettant d’identi�er que les gaussiennes signi�catives. La
Fig. 4.8.c illustre un exemple de petites formes de gaussiennes représentant quelques litres d’eau.
Le seuil T est dé�nit par :

I = {
p̂(t ) ≥ T )

}
, wi th 0 ≤ T ≤ 1 (4.6)

Nous supposons, dans cette étude, que la PDF présente deux Gaussiennes qui sont les plus
signi�catives. A�n d’identi�er les intervalles de densité I, l’algorithme EM est appliqué pour
trouver les paramètres gaussiens µ et σ.

4.2.5 Identi�cation des paramètres de la PDF

L’algorithme EM [107] est un algorithme itératif permettant de trouver le maximum de vraisem-
blances des paramètres des modèles probabilistes lorsque le modèle dépend des variables latentes
non observables. Cet algorithme o�re la possibilité de chercher les paramètres du mélange
gaussien identi�é avec la PDF. Ces paramètres sont dé�nis par µ et σ qui sont respectivement
les centres des gaussiennes (l’espérance) et la distribution des données (la variance). L’analyse et
l’exploration probabiliste permettent de récupérer au moins la période la plus importante durant
chaque journée, d’identi�er plusieurs intervalles à l’intérieur de cette période, si nécessaire,
de n’importe quelle taille, avec n’importe quelle granularité et fournir un mappage isomorphe
entre les intervalles et les probabilités. Après l’identi�cation des paramètres gaussiens ayant la
probabilité la plus importante par rapport au mélange de distributions, un calcul de l’intervalle
de normalité (con�ance) est e�ectué tel qu’il est présenté sur la Fig. 4.8, b. Cet intervalle indique
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la période pendant laquelle la consommation est la plus concentrée. L’intervalle de normalité
pris pour avoir près de 99% de I est :[

µ−3σ,µ+3σ
]

(4.7)

4.2.6 Application de la PDF aux Cdc de la consommation d’eau pour la réduc-
tion de données

a. Courbes de charge d’entrée

Le but de cette étude est de générer des estimations PDF pour la consommation enregistrée par
un compteur intelligent individuel. Ces estimations peuvent faciliter la prise de décision en
aidant les consommateurs à identi�er et à minimiser leur consommation excessive d’eau, en
particulier pendant les périodes de pointe identi�ées avec le KDE. Pour les fournisseurs, ces
estimations peuvent être utilisées pour développer des stratégies de tari�cation innovantes en
fonction du temps d’utilisation pour leurs consommateurs cibles. Sur une période d’environ 5
mois, une sélection de 90 Cdc de consommation d’eau quotidienne est e�ectuée. Cette sélection
tient compte de la nature du bâtiment et de l’objectif de la PDF à appliquer par la suite. En
e�et, le bâtiment étudié contient une consommation d’eau uniquement pendant les jours de la
semaine hors week-end et jours fériés. De plus, la PDF explore chaque Cdc de consommation
journalière a�n d’en déduire la PDF la consommation. Les données d’entrée pour la recherche
de la PDF sont les Cdc de la consommation d’eau journalière. Pour avoir une représentation
plus simpli�ée du temps cumulé en millisecondes de δ(ti ).

b. Paramètres utilisées et classi�cation non supervisée avec ML

L’analyse des di�érents Cdc fournit une représentation répétitive et dominante d’un mélange
de deux gaussiennes pendant les jours de la semaine, qu’ils sont représentés sur la Fig. 4.8, a.
Le but de cette distribution est d’identi�er, pour chaque Cdc journalière, l’intervalle pendant
lequel il y a la plus forte probabilité d’avoir de l’eau consommée. Puis une généralisation des
intervalles par rapport à la totalité de toutes les Cdc pour trouver l’intervalle I.

L’exécution de l’algorithme EM a permis de déterminer les paramètres de deux gaussiennes A
et B. En fonction de σ, il sera possible d’identi�er la forte probabilité. Si σA <σB , nous pouvons
déduire que la gaussienne A a la probabilité la plus élevée. Sinon, la gaussienne B a la probabilité
la plus élevée. Dans le cas où σ de deux gaussiennes sont égales, le raisonnement sera basé sur
la première gaussienne. En e�et, les σ de la première gaussienne présentent souvent (plus de
91,67%) la petite ou la même valeur que la variance de la seconde gaussienne B. Par conséquent,
la première gaussienne a la plus forte probabilité de consommation d’eau.

Après avoir déterminé les paramètres des courbes gaussiennes σ et µ il ne reste plus qu’à
déterminer l’intervalle I de la probabilité la plus élevée. Cet intervalle est déterminé à partir
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Figure 4.9: Paramètres gaussiens a) Les centres, b) les variances de deux Gaussiennes A et B et
c) Box-plot de Cdc (I ) des intervalles horaires de la période I

de l’intervalle de normalité de la première gaussienne Imax représenté dans la Fig. 4.8, a. Il
est identi�é à partir de l’intervalle de con�ance de la gaussienne avec (4.7). Pour chaque Cdc,
un intervalle Cdc(Imax ) est identi�é. La Fig. 4.9, c, montre la dispersion et la centralité de la
distribution des valeurs avec l’heure de début et de �n de la consommation d’eau pour chaque
jour.

À partir de la Fig. 4.9, c, nous dé�nissons l’intervalle I avec : I=[Start(I)=Q1st ar t ,End(I)=
Q3End] de telle sorte que Q1 et Q3 sont dé�ni à partir des quartiles des heures arrondies. Dans
notre étude de cas, on obtient I=[8h, 13h] qui représente 300 données (minutes).

4.2.7 Classi�cation supervisée de la consommation d’eau en temps réel avec
le réseau MLP

Dans cette section, une classi�cation non supervisée est fournie en utilisant la ED. Ce regroupe-
ment est e�ectué uniquement sur une partie de chaque Cdc représentée par l’intervalle I avec
300 données.

Les résultats obtenus avec ce clustering sont représentés sur la Fig. 4.10 b). Les résultats du
clustering de Cdc journalières complètes (1440 donnée) sont représentés sur la Fig. 4.10 a).
Selon les résultats de l’évaluation du clustering du Tableau 4.3, le coe�cient de corrélation
cophénétique c calculé avec la ED(Cdc(I )) avec un nombre des données est égale à 0,99. Cette
valeur a été améliorée par rapport au coe�cient c calculé avec la distance ED(Cdc) avec les
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Figure 4.10: a) Résultat de la classi�cation des Cdc journalières échantillonnées avec 1440
données et b) résultats de la classi�cation des Cdc sur la période I échantillonnées en 300
données

1440 données pour chaque jour qui était 0,98. En e�et, le temps nécessaire pour la construction
des clusters a diminué d’environ 7s.

a. Paramètres de la classi�cation supervisée des Cdc avec le modèle MLP

Dans cette section nous nous intéressons à classi�er les Cdc représentées que sur la période I
en utilisant le modèle MLP décrit dans la Section 2.3. Les entrées du MLP sont la consommation
échantillonnée représentée par 300 données. Chaque donnée représente un nombre de litres
consommés à une minute donnée de l’intervalle I. Nous avons testé plusieurs con�gurations
pour le MLP et nous avons gardé à la �n celle qui a fournit la meilleur classi�cation. Cette
con�guration consiste en 12 neurones pour la couche cachée et les neurones de sortie représen-
tent les 6 classes représentées par k = 6. La fonction d’activation des neurones cachés est une
sigmoïde. Nous avons divisé les données comme suit. L’ensemble d’entrainement est composé
de 70% des Cdc qui sont choisi au hasard. Le reste représente l’ensemble de test.

En conservant les mêmes paramètres, ce MLP va nous servir à classi�er les Cdc journalières
complètes. À travers cette classi�cation, nous aurons la possibilité d’évaluer le clustering
proposé dans la Section 4.2 ainsi que d’analyser l’impact de la réduction des données des Cdc
de la consommation d’eau par la comparaison des résultats de la classi�cation.

b. Évaluation de la classi�cation des Cdc : hors ligne et en temps réel

En appliquant le MLP sur la classi�cation des Cdc quotidiennes complètes et les portions Cdc(I ),
nous avons obtenu les résultats du Tableau 4.4. Selon ces résultats, nous pouvons constater tout
d’abord que le clustering des Cdc avec la technique HAC construit avec la ED est acceptable.
Cela peut être con�rmer avec les taux de classi�cation MLP(Cdc) qui est 99.92%. Cependant,

67



Chapitre 4. Classi�cation automatique selon les pro�ls de consommation

Table 4.4: Résultats de la classi�cation MLP sur Cdc et Cdc(I )

MLP(Cdc) MLP(Cdc(I))
Taux d’entrainement (%) 99.92 99.97

Taux de test (%) 55.89 100
Temps de calcul (s) 468.53 41,44

le modèle MLP n’a pas pu généraliser sa classi�cation qui peut être justi�é par la complexité
des Cdc. Nous avons constaté également que la classi�cation sur la période I de 300 données
a fourni des résultats meilleurs et plus rapides pour l’ensemble d’entraînement et de test par
rapport à la totalité des 1440 données. Les résultats de la classi�cation des Cdc avec un nombre
des données réduit sont 99.97% pour l’ensemble d’entrainement et 100% pour l’ensemble de test.
De plus, le temps nécessaire pour l’apprentissage et le test de classi�cation avec les données
complètes était 468.53s qui a été réduit à 41.44s pour les Cdc avec 300 données.

Nous avons lancé un premier script de classi�cation des Cdc de la consommation d’eau avec un
MLP qui est destiné à s’exécuter en temps réel. Ce script permet de recueillir à chaque minute
la consommation d’eau consommée pendant l’intervalle I. Ensuite, il classe chaque Cdc(I ) avant
la �n de la journée avec 300 données entrées pour chaque classi�cation. Un deuxième script
fonctionne avec le même principe que le premier sauf qu’il collecte les 1440 données journalières
échantillonnées en minutes. La classi�cation avec la Cdc complète ne peut être réalisée qu’une
fois le jour est terminé.

4.3 Classi�cation supervisée des appareils électriques avec ML

Les courbes de charge cumulées résultantes représentent la consommation globale et les ap-
pareils connectés en aval dans le réseau électrique sont inconnus à l’avance. Cette con�g-
uration est appelée surveillance de charge non intrusive (Non-Intrusive Load Monitoring,
NILM) [96, 108]. Elle consiste à mesurer des données de consommation agrégées et à utiliser des
algorithmes intelligents pour identi�er la nature des équipements du consommateur [88, 96].
Dans cette étude, nous allons classi�er des appareils électriques au sein d’un bâtiment tertiaire.

4.3.1 Identi�cation des signatures harmoniques de courant

Avec les algorithmes ML [22], il est possible de détecter dans les Cdc certains modèles d’utilisation
de l’électricité. Cependant, il est très di�cile de déduire avec précision quels appareils consom-
ment ou non d’électricité. De même il est di�cile de comprendre comment les appareils consom-
ment de l’énergie. La toute première contribution dans ce domaine provient de l’approche de la
surveillance de la charge non intrusive NILM [88]. Le dé� ici consiste à obtenir des informations
détaillées sur le courant et la tension.

Les algorithmes de désagrégation requièrent une signature de charge complète et la bonne
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Figure 4.11: Composants de courant harmonique de 8 appareils

combinaison de charges uniques en fonction de la consommation d’énergie réelle. Une méthode
NILM basée sur des réseaux de neurones arti�ciels, c’est-à-dire une approche ML, a été proposée
dans [96]. Cette approche consiste à utiliser un réseau de neurones pour apprendre et à
approximer avec des mises à jour en temps réel de la transformée de Fourier rapide [97] du signal
mesuré. Ce réseau a permis d’identi�er l’amplitude et la phase de chaque harmonique d’ordre
supérieur du courant mesuré sur une ligne électrique. Une harmonique est dé�nie selon [96]
comme une composante d’une onde périodique ayant une fréquence qui est un multiple entier
de la fréquence fondamentale de la ligne électrique. Une mesure de courant haute fréquence est
nécessaire, elle correspond à un échantillonnage inférieur à chaque milliseconde de 1

10−5 . Après
la convergence de l’apprentissage, les signatures harmoniques sont e�cacement extraites et
sont caractéristiques de la distorsion du signal du courant de la charge. Ces signatures sont
composées des amplitudes des 16 premières composantes harmoniques d’ordre supérieur les plus
signi�catives du courant et sont utilisées en tant qu’entrées d’un algorithme de classi�cation.
Ces données sont issues d’une analyse et un traitement du signal électrique en temps réel
présentée dans la Fig. 3.1 (avec le bloc en gris).

Dans les expériences réalisées dans [96], seules les harmoniques impaires, du fondamental
jusqu’à la 15ème harmonique sont considérées comme des amplitudes signi�catives. Par
conséquent, pour les appareils pris en compte, le vecteur de caractéristiques est de dimension
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16 [109]. La Fig. 4.11 montre les signatures harmoniques de 8 appareils électriques.

Cette méthode NILM, qui a été complètement implémentée avec des algorithmes ML, est
capable d’identi�er et de classi�er les signatures électriques de chaque type d’appareils dans
des conditions de fonctionnement réelles.

4.3.2 Données d’entrée et modèles de classi�cation des appareils électriques

a. Données d’entrées : signature électrique des appareils

Les consommations des appareils qui sont caractérisées par les signatures électriques sont
mesurées dans di�érentes conditions que ce soit bruitées, normale tra�quée ou aléatoire. La base
des signatures globale comporte 40 000 échantillons. Chaque échantillon est une signature d’un
appareil qui est représentée par 16 caractéristiques qui ne sont que les entrées des classi�cateurs
supervisés. Une sélection aléatoire de 70% de la base de données globale pour former le modèle
et 30% pour le tester a été faite.

Les appareils sont étiquetés de la manière suivante avec 8 classes : C1 = moniteur, C2 = ordinateur,
C3 = lampe �uorescente, C4 = télévision, C5 = Chargeur de batterie, C6 = ventilateur, C7 =
réfrigérateur, C8 = ampoule.

À partir de la base de données des signatures des appareils électriques, nous voulons construire
un modèle fournissant un taux de classi�cation le plus élevé possible en véri�ant le compromis
biais variance dé�ni dans Section 2.6.2. Dans ce qui suit, nous n’allons présenter que les modèles
ayant fournis les meilleurs résultats de classi�cation. Les modèles de classi�cation individuels
sont la DT, MLP et KNN. Le MLP et le KNN seront utilisés avec deux di�érentes con�gurations
de paramètres pour chacun.

b. Modèle pour la classi�cation automatique des signatures des appareils électriques

Les appareils électriques ont été classi�és avec trois algorithmes ML supervisés : l’arbre de
décision DT, le MLP et le KNN.

• Perceptron multicouche (MLP) : modèle 1

Un premier modèle de MLP pour la classi�cation des amplitudes harmoniques constituant
les signatures des appareils électriques est proposé. En tant que MLP typique, ce réseau
de neurones utilise plusieurs neurones sigmoïdes dans la couche cachée et des neurones
linéaires dans la couche de sortie. La valeur du seul neurone dans la couche de sortie
du réseau MLP fourni le numéro de la classe (1,2, ..., 8). L’architecture du modèle est
représentée par la Fig. 4.12 a) avec MLP, modèle 1.

• Perceptron multicouche (MLP) : modèle 2
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Figure 4.12: a) MLP, modèle 1 b) modèle 2

Le deuxième modèle proposé de MLP pour la classi�cation des amplitudes harmoniques
constituant les signatures des appareils électriques est représenté par la Fig. 4.12 b. En
tant que MLP typique, ce réseau de neurones utilise plusieurs neurones sigmoïdes dans la
couche cachée et des neurones linéaires dans la couche de sortie. Le nombre de neurones
dans la couche de sortie du réseau MLP dépend du nombre d’appareils que nous voulons
identi�er à partir du signal d’entrée. Dans notre cas, le MLP possède 8 neurones de sortie.
Chaque neurone de sortie, fournira les valeurs 0 ou 1 qui correspondent aux états ON ou
OFF de chaque appareil. Par exemple, pour une sortie (1,0,0,0,0,0,0,0) correspond à C 1 qui
est un moniteur. Ce MLP est donc un modèle à sortie binaire appelé ici MLP modèle 2.

• Arbre de décision (DT)

L’arbre de décision de type CART [110] est utilisé qui comporte une racine, des branches
et des feuilles. C’est un arbre binaire qui est conçu à partir d’une division descendante. À
chaque division un échantillon est testé et un sous-arbre est choisi. Les feuilles de la DT
représentent les 8 classes d’appareils.

• Le k-plus proche voisins (KNN)

La méthode des KNN, consiste à classer des nouvelles signatures des appareils en fonction
de leurs distances par rapport aux plus proche voisins constituant des échantillons an-
térieurs. Nous avons comparé deux con�gurations de KNN avec modèle 1, k=1 et modèle
2, k=10. La distance utilisée pour calculer le plus proche voisin est la distance euclidienne
dans un espace de 16 dimensions.

4.3.3 Classi�cation automatique des appareils électriques avec les modèles
individuels

Le processus de classi�cation comprend deux phases : l’apprentissage des données et le test des
échantillons en 8 classes prédé�nies des appareils électriques. Pour le modèle MLP avec ces
deux con�gurations, nous avons varié le nombre de neurones dans la couche cachée (de 2 à 25
neurones). Les résultats de la classi�cation avec les modèles 1 et 2 du MLP sont évalués par les
taux de classi�cations représentés dans le Tableau 4.5. Dans ce tableau, le MLP de la con�guration
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Figure 4.13: Exemple de compromis de taux de classi�cation entrainement/test

du modèle 1 avec 17 neurones dans la couche cachée a fourni les meilleurs performances en
entrainement 98,60% et en test 98,19%. Cependant, le MLP de la con�guration du modèle 2
avec 20 neurones dans la couche cachée a fourni les performances les plus acceptables en
entrainement 99,29% et en test 99,23%. Nous avons retenu ces résultats des taux de classi�cation
qui représentent un meilleur compromis biais/variance malgré que nous pouvons distinguer
quelques résultats plus performants en classi�cation. L’identi�cation de la con�guration retenue
est recherchée avec l’algorithme 4. Ce dernier prend comme entrées les taux de classi�cation
de deux sous-ensembles (entrainement et test) en adéquation avec le nombre des neurones
correspondant. Un exemple du meilleur compromis est identi�é dans la Fig. 4.13.

Algorithm 4 Compromis_classi�cation (nb-train, nb-test, rate-train, rate-test)
1: sort [nb-train, rate-train] . sorting by rate-train
2: sort [nb-test, rate-test] . sorting by rate-test
3: if rate-train=100 and rate-test=100 then
4: if nb-train= nb-test then
5: best con�guration = nb-train
6: end if
7: else
8: �nd max(rate-train) . we get nb-train
9: �nd max(rate-test) . we get nb-test

10: if nb-train<nb-test then
11: best con�guration = nb-test
12: else
13: best con�guration = nb-train
14: end if
15: end if

Les résultats obtenus par le modèle MLP avec les deux con�gurations proposées peuvent être
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Table 4.5: Comparaison de la précision des con�gurations du MLP avec le modèle 1 et le modèle
2 avec le nombre de neurones cachés de 2 à 25 pour classi�er les données de la base globale des
signatures des appareils

Nombre de
neurones
dans la
couche
cachée

Taux de classi�cation (%)
des signatures harmoniques
de 8 appareils électriques

avec deux con�gurations di�érentes
du MLP

Modèle 1 Modèle 2
Train Test Train Test

2 73.89 72.96 9.31 9.62
3 78.08 77.41 29.14 28.33
4 80.24 78.93 38.13 37.67
5 92.46 92.26 45.85 45.39
6 93.39 92.88 64.27 63.43
7 93.24 92.50 73.23 72.47
8 94.96 94.48 74.41 73.77
9 96.08 95.43 74.27 73.48
10 97.32 96.71 80.31 80.11
11 96.81 96.43 80.15 79.74
12 96.31 95.90 79.49 79.22
13 96.77 96.333 86.06 88.74
14 97.38 96.98 88.66 88.66
15 96.46 95.85 95.56 95.28
16 98.14 97.76 98.98 98.83
17 98.60 98.19 96.61 96.28
18 97.81 97.58 96.30 95.82
19 97.57 97.15 96.11 95.67
20 97.31 96.69 99.29 99.23
21 98.49 98.19 99.31 99.11
22 98.23 97.78 99.36 99.16
23 97.39 96.84 99.34 99.17
24 98.42 97.99 99.31 99.10
25 97.96 97.70 99.38 99.13
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Table 4.6: Résultats des taux de classi�cations des signatures des appareils électriques (%) avec
le DT, les deux modèles de MLP proposés et l’approche KNN

DT MLP KNN
modèle 1, avec
17 neurones

modèle 2, avec
20 neurones K=1 K=10

Taux de classi�cation (%)
en apprentissage 99,67 98.60 99.29 100 84.75

Taux de classi�cation (%)
en test 99.09 98.19 99.23 79.30 79.88

Temps total
de calcul (s) 15 62.42 260.5 86 73

comparés à ceux des autres méthodes,le DT et le KNN. Les résultats de la classi�cation des
signatures des appareils électriques sont représentés par le Tableau 4.6.

La technique DT est la méthode la plus rapide qui permet une meilleure précision par rapport
aux deux approches, à savoir MLP et KNN. Avec cette méthode, 1,8% seulement des signatures ne
peuvent pas être associées à une classe prédé�nie d’appareils électriques. La DT est une méthode
très simple, facile à visualiser et à interpréter. Cependant, un problème de sur-apprentissage
peut apparaitre si l’arbre est trop profond [111]. En plus, la DT est moins �exible parce que la
classi�cation d’un nouveau appareil se fait en parcourant l’organisation hiérarchique dé�ni lors
de la formation. Par ailleurs, un taux d’erreur plus petit n’est pas toujours atteint de manière
�able avec la conception d’un simple classi�cateur.

4.3.4 Approches ensemblistes pour la classi�cation des appareils électriques
avec OAA et ECOC

Dans cette section deux approches ensemblistes seront comparés permettant chacune de clas-
si�er les appareils électriques en huit classes. Notre objectif est de déterminer une approche
permettant d’améliorer les résultats de la classi�cation obtenus avec des modèles simples qui
sont détaillés dans la Section 4.3.3. De ce fait, une première approche ensembliste ECOC
(Error-Correcting Output Codes) [112] et une deuxième approche OAA [113] seront testées.

a. Approche ensembliste pour la classi�cation binaire ECOC

Cette approche consiste à utiliser un ensemble de classi�eurs à base de MLP. Elle permet ainsi
de déterminer une stratégie de combinaison qui regroupe les résultats issus de ces classi�eurs.
Cette approche est basée sur le principe ECOC (Error-Correcting Output Codes) [112] perme-
ttant de dé�nir plusieurs classi�eurs, dans notre cas des MLP, a�n que chacun se spécialise
à la classi�cation d’une classe particulière. Nous pourrions alors transformer le problème de
la classi�cation multiple, dans notre cas à huit classes d’appareils, en classi�cation binaire.
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Table 4.7: Classi�eurs ECOC avec les Code Classe de huit appareils électriques à classi�er

Classe Classi�eur
f1 f2 f3 f4

C1 1 1 1 1
C2 1 1 0 1
C3 1 0 1 1
C4 0 1 0 1
C5 1 0 1 0
C6 1 1 0 0
C7 0 0 1 1
C8 0 0 0 0

Cette méthode consiste à créer pour chaque ensemble de classes un modèle qui le sépare des
autres [114]. Tout d’abord, il s’agit là d’identi�er les 8 classes par des chaines de caractères
distinctes qui sont appelées "Code Classe" comportant chacune des 0 et 1. Pour ce faire, il faut
déterminer le nombre de classi�eurs avec lesquels l’apprentissage et le test ont été réalisés [113].

Soient k classes et l qui correspond à la taille du Code Classe CC qui identi�e chaque classe
d’appareil. La taille du Code Classe et le nombre de classi�eurs devraient assurer quelques
propriétés qui sont :

• la taille du Code Classe qui devrait avoir une longueur su�sante a�n de pouvoir attribuer
des Code Classe distinctes pour chaque classe d’appareil.

• le nombre de classi�eurs qui devrait être inférieur au nombre de classes. Le cas contraire,
la classi�cation serait de type classe parmi toutes les autres classes (OAA) [113].

Pour codi�er les 8 classes nous avons 3 ≤ l (CC ) < k parce que 23 = 8 avec CC ∈ {0,1}. Après
avoir testé les valeurs 3, 4, 5, 6 comme taille du Code Classe, nous avons gardé l (CC ) avec 4 bits.
La taille du Code Classe a conduit à 4 classi�eurs qui sont f1, f2, f3 et f4 représentés dans le
Tableau 4.7. Chaque classi�eur permet de classi�er n classes avec 1 ≤ n ≤ k . Chaque classi�eur
va apprendre une certaine séparation des classes. Le premier classi�eur f1 apprend les classes 1,
2, 3, 5 et 6. Le deuxième classi�eur f2 apprend les classes 1, 2, 4 et 6. Le troisième classi�eur f3

apprend les classes 1, 3, 5 et 7. Le dernier classi�eur f4 apprend les classes 1, 2, 3, 4 et 7.

Nous avons alors implémenté quatre MLP permettant d’identi�er n classes. Ces modèles ont
été testés en variant le nombre de neurones dans la couche cachée et à la �n nous avons retenu
20, 16, 16 et 6 neurones respectivement pour les classi�eurs f1, f2, f3 et f4. Chaque modèle a
une seule sortie qui peut correspondre à une ou plusieurs classes.

Le test d’une nouvelle signature correspond à l’agrégation de résultats de quatre classi�eurs
et sera par la suite comparé avec les CC avec la distance de Hamming. Cette distance permet
de comparer deux chaines de caractères de valeurs binaires. Formellement, cette distance est
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dé�nie avec ĉ qui est la classe prédite et CC qui est la classe désirée. F est un ensemble de
valeurs représentant chaque appareil par une série de quatre valeurs composées de 0 et 1. nap

est le nombre de classes qui vaut 8 classes dans notre cas d’étude.
∀CC , ĉ ∈ F = {0,1} = (CCi )i∈[1,n_ap])

ĉ = (ĉi )i∈[1,n_ap]

D(c, ĉ) =6= {i ,CC 6= ĉ} =∑n_ap
i=1 (CCi XOR ĉi )

(4.8)

L’équation (4.8) représente la distance de Hamming qui permet de déterminer le nombre
d’éléments de l’ensemble des valeurs de CC qui di�èrent de celle de ĉ .

Les résultats de cette classi�cation du modèle MLP-ECOC sont comme suit. Le taux de classi�-
cation des signatures des appareils électriques est 99.74% pour l’entrainement et 99.5% pour le
test. La durée moyenne pour la formation et le test est 52.22 s.

b. Approche ensembliste pour la classi�cation binaire OAA

A�n de comparer la classi�cation ECOC, une deuxième approche est proposée qui se base sur la
classi�cation d’une seule classe à la fois. De ce fait, huit classi�eurs MLP-OAA à sorties binaires
sont proposés. Les entrées pour chaque MLP-OAA sont l’ensemble de 16 caractéristiques
correspondant à chaque appareil électrique. Chaque MLP-OAA est dé�ni avec 8 sorties qui
permet d’identi�er qu’une classe à la fois. Ces 8 modèles ont été évaluées 10 fois et les résultats
retenus sont les moyennes. Tout d’abord, un choix de la con�guration de chaque MLP-OAA en
terme du nombre de neurones dans la couche cachée a été fait. Le Tableau 4.8 représente les
choix de la con�guration �nale de 8 modèles MLP-OAA. Le choix de ce nombre est basé sur
les taux de la classi�cation de l’ensemble d’entrainement et de test. La classe ĉ d’une nouvelle
signature est obtenue à partir des sorties des 8 MLP-OAA avec l’équation suivante :

ĉ = ar g max(MLP-OAAi )i∈[1,8] (4.9)

Un compromis est recherché a�n de choisir la con�guration optimale en nombre de neurones
dans la couche cachée par l’application de l’algorithme 4.

Selon les résultats obtenus et représentés dans le Tableau 4.8, les modèles MLP-ECOC ont été
utilisés pour la classi�cation du moniteur, l’ordinateur et la télévision qui correspondent aux
C1, C2 et C4 ces appareils sont les plus di�ciles à classi�er par rapport au reste.

Toutefois, nous retenons que les appareils C3 et C8 sont les plus faciles à classi�er. Ceci a été
constaté à partir des taux de classi�cation élevés avec l’ensemble d’entrainement et de test.

Les résultats de classi�cation avec le modèle MLP-OAA donnent un taux de classi�cation des
signatures des appareils électriques de 99.91% pour l’entrainement et de 99.9% pour le test. Le
programme de classi�cation a durée environ 300s.
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Table 4.8: Nombre optimal de neurones nécessaires et résultats de classi�cation des appareils
électriques pour chaque modèle MLP-OAA à part

C1 C2 C3 C4 C5 C6 C7 C8
Nombre de neurones
dans la couche cachée 20 20 3 19 21 20 11 2

Taux de classi�cation
en apprentissage (%) 99.81 99.75 100 99.78 100 100 100 100

Taux de classi�cation
en test (%) 99.72 99.65 100 99.73 100 100 100 100

Durée moyenne
(seconde) 21.41 19,04 1.8 51.25 22.4 5.35 16.16 1.67

Les modèles MLP-OAA utilisés pour la classi�cation des appareils électriques ont montré leurs
performances par rapport au MLP du modèle 1 et 2 aussi devant le DT et le KNN. En comparant
les résultats obtenus avec l’approche MLP-OAA, nous avons obtenu 99.91% el comparant par
rapport à la classi�cation avec la DT qui représente respectivement 99.67%. Le modèle MLP-OAA
a dépassé aussi la performance de classi�cation en le comparant avec le MLP modèle 2 qui a
fourni un taux de classi�cation de 99.29%. Il est à noter que les classi�eurs individuels comme la
DT, le MLP et le KNN permettent de résoudre le problème de la classi�cation multi-classe et de
procéder directement à la classi�cation. Par contre, ces méthodes ne garantissent pas souvent
la précision en classi�cation. Pour remédier à ce problème, l’approche MLP-ECOC permet
d’améliorer la classi�cation et de simpli�er la complexité par rapport à l’approche MLP-OAA.
Soit O(C ) la complexité du MLP, la complexité de l’approche MLP-OAA est 8×O(C ). Cependant,
la complexité de l’approche MLP-OAA est 4×O(C ).

En comparant nos résultats de classi�cation des signatures de tous les appareils électriques
étudiés avec d’autres résultats fournis par di�érents travaux de recherche [96, 109], nous pouvons
prouver les performances de notre approche. À titre de comparaison, le taux de classi�cation
du moniteur est de 98,70% réalisé avec le modèle SVM à noyau RBF et de 76,86% avec un MLP
binaire réalisée dans [96] qui reste inférieur à notre résultat qui vaut 99.8%. De même, les
résultats de la classi�cation du ventilateur ainsi que le réfrigérateur sont respectivement 61.5%
et 88.8% [109] qui reste également inférieur à notre résultat qui atteint 100%.

À partir de la classi�cation MLP-OAA, nous avons remarqué qu’il existe des appareils plus
di�cile à classi�er que les autres. De ce fait, nous proposons, en se basant sur les algorithmes
d’apprentissage en profondeur (deep learning) [115], d’analyser les caractéristiques des appareils
électriques dans le but de réduire le nombre des entrées aux modèles de classi�cation.

4.3.5 Réduction des caractéristiques des appareils électriques avec ML

Attribuer un score d’importance pour chaque caractéristique peut jouer un rôle important pour
fournir un aperçu des données, un aperçu du modèle et la base de la réduction de la dimension.
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Données normales

Données aléatoiresDonnées trafiquées

Données bruitées

Caractéristique

Score d'importance

Figure 4.14: Attribution des scores d’importances aux caractéristiques des appareils électriques
avec la méthode des arbres à gradient boostés

Les scores peuvent mettre en évidence les caractéristiques les plus pertinentes pour faire la
distinction d’un appareil par rapport à l’autre, et inversement, les caractéristiques les moins
pertinentes. Généralement, cette phase peut être interprétée par un expert du domaine et peut
être utilisée comme base pour collecter des données plus nombreuses ou di�érentes. Ceci
permet de diminuer le nombre des entrées aux modèles de classi�cation et avoir un modèle
moins complexe. Dans ce cas, nous exploitons les performances de la technique des arbres de
décision pour identi�er les scores d’importance de chaque caractéristique.

Dans notre contexte, un nouveau modèle représenté par des arbres de décision DT qui ap-
prennent les données de telle sorte que plus une caractéristique est utilisée pour prendre des
décisions clés, plus son importance est élevée. Cette importance est calculée explicitement
pour chaque caractéristique de l’ensemble des données, ce qui permet de classer et de comparer
les attributs les uns aux autres. Elle est calculée selon le principe suivant : l’importance de
chaque caractéristique est calculée pour un arbre de décision unique par le nombre de fois que
chaque point de partage des caractéristiques améliore la mesure de performance, pondérée par
le nombre d’observations dont le nœud est responsable. Les importances des caractéristiques
sont ensuite moyennées sur tous les arbres de décision. L’attribution des scores d’importance
de chaque caractéristique est basée sur un modèle ensembliste de combinaison de plusieurs
DT qui est l’ensemble des arbres à gradient boostés [116]. Le boosting de gradient est une
technique d’apprentissage automatique qui consiste à générer chaque arbre de régression. Avec
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une fonction de perte prédé�nie, chaque DT mesure l’erreur à chaque étape et la corrige à la
suivante. La bibliothèque XGBoost de scikit-learn avec ses paramètres par défaut (Python) est
utilisée.

Nous avons procédé à une analyse sur chaque sous-ensemble des données à part qui sont :
les données normales, les données bruitées, les données tra�quées et les données aléatoires.
Chaque sous ensemble est exploré a�n d’extraire des caractéristiques principales d’a�ectation à
une classe d’appareils spéci�que. Cette a�ectation est basée sur le modèle MLP-ECOC proposé.
Les résultats de l’application de ce modèle sont donnés dans la Fig. 4.14.

L’application de DT boosting de gradient a attribué des scores d’importance à chaque carac-
téristique des appareils électriques. À partir de ces scores nous n’avons sélectionné que les
caractéristiques avec un score supérieur à 0.005 et permettant de sélectionner un nombre de
caractéristiques selon le sous-ensemble des données :

• Données normales : Une sélection de 4 caractéristiques parmi les 16 initialisées au départ
(1, 2, 4, 6). La classi�cation de tous les appareils électriques n’a pas dépassé une durée
d’une seconde avec un taux de classi�cation de 100%.

• Données bruitées : Une sélection identique de la sélection des données normales de
4 caractéristiques parmi les 16 initialisées au départ (1, 2, 4, 6). La classi�cation des
tous les appareils électriques n’a pas dépassé une durée d’une seconde avec un taux de
classi�cation de 100%.

• Données tra�quées : Nous retenons que la huitième caractéristique identi�ée automa-
tiquement. La classi�cation de tous les appareils électriques n’a pas dépassé une durée
d’une seconde avec un taux de classi�cation de 100%.

• Données aléatoires: Une sélection de dix premières caractéristiques est réalisée. La
classi�cation de tous les appareils électriques avec un nombre de caractéristique plus
petit a montré son impacte positif sur les taux et la durée de classi�cation des données des
signatures des appareils électriques. Les résultats sont représentés dans le Tableau 4.9.

Pour la classi�cation des appareils électriques, nous avons comparé trois modèles ML dif-
férents : une DT, un MLP avec deux con�gurations et un KNN avec deux con�gurations. Les
résultats de la classi�cation ont montré que le réseau de neurones avec sa deuxième con�gu-
ration, modèle 2, a fourni les résultats les plus performants. Cependant, ce modèle nécessite
le temps d’exécution le plus long. Pour cette raison, nous avons proposé deux modèles de
classi�cation ensemblistes MLP-ECOC et MLP-OAA. Ces modèles ont permis de transformer la
classi�cation multi classe, dans notre cas huit classes, en une classi�cation binaire. Ces deux
modèles ont permis d’améliorer les résultats de classi�cation de l’ensemble d’entrainement et
de test.

Une autre méthode est appliquée pour explorer et analyser les 16 caractéristiques de chaque
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Table 4.9: Classi�cation automatique des appareils électriques avec le modèle MLP-ECOC avant
et après l’extraction des caractéristiques les plus importantes

16 caractéristiques 10 caractéristiques
nombre
neurones

Train
(%)

Test
(%)

Durée
(s)

nombre
neurones

Train
(%)

Test
(%)

Durée
(s)

C1 17 99,3 99,05 0,5 2 99,84 99,75 0,38
C2 18 98,84 98,86 1,36 17 98,95 98,9 1,31
C3 2 100 100 0,4 2 100 100 0,2
C4 21 98,8 98,9 1,36 21 99,25 98,9 0,67
C5 7 99,96 99,9 0,94 6 100 100 0,94
C6 13 100 100 0,99 9 100 100 0,98
C7 10 99,97 100 0,9 2 100 100 0,3
C8 2 100 100 0,39 2 100 100 0,39

ensemble des appareils électriques. Cette méthode consiste à réduire le nombre de caractéris-
tiques par l’attribution d’un score d’importance. Cette analyse a permis d’extraire un nombre
de caractéristiques sans avoir son ordre harmonique ou sa nature électrotechnique. Elle a o�ert
une classi�cation parfaite de 100% des appareils électriques pendant un temps réduit de moins
d’une seconde pour trois sous-ensembles de données qui sont la base normale, tra�quée et
aléatoire. En outre, la classi�cation des données bruitées di�ciles à classi�er a été amélioré
avec une réduction des caractéristiques par rapport aux données initiales.

4.4 Conclusion

Dans ce chapitre, nous avons abordé la problématique de la classi�cation non supervisée des
Cdc de la consommation d’eau et la classi�cation supervisée des appareils électriques.

Une approche probabiliste a été proposée pour découvrir automatiquement les pro�ls de consom-
mation d’eau journalière des utilisateurs. Cette approche a permis d’explorer automatiquement
l’évolution d’un pro�l de consommation particulier avant la récupération complète des don-
nées sur la période considérée. Avec cette étude, nous pouvons classi�er plus rapidement les
Cdc journalières, en l’occurrence avant la �n d’une journée. À partir du clustering réalisée
précédemment, une classi�cation supervisée est lancée en continue et en temps réel avec MLP
qui est un réseau de neurones arti�ciel. Le clustering et la classi�cation supervisée des Cdc
d’eau ont permis de détecter des changements d’habitudes de consommation à l’échelle d’un
consommateur. Ils ont également permis de détecter au plutôt des classes de consommation
"inhabituelles" dues par exemple à des fuites d’eau ou des évènements occasionnels (fêtes,
canicules, etc).

Pour l’analyse des consommations d’électricité, des approches supervisées et non supervisées ont
été mises en œuvre a�n de séparer les di�érents appareils à partir du courant de charge agrégé.
Cette approche non intrusive, qui a été complètement implémentée avec des algorithmes ML,
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est capable d’identi�er et de classi�er les signatures électriques de chaque type d’équipement
dans des conditions de fonctionnement réelles. Ainsi, huit di�érents appareils électriques
ont pu être identi�és et séparés. D’autres méthodes ont également été testées pour classi�er
des appareils électriques : un MLP, un arbre de décision DT de type CART été mis en place
ainsi que la méthode des k-voisins les plus proches KNN. Les résultats montrent que la DT a
donné les meilleurs résultats avec les meilleures performances. Cependant, un problème de
sur-apprentissage peut apparaitre si l’arbre est trop profond et les données sont plus nombreux.
Pour palier à ce problème, nous avons proposé deux approches ensemblistes qui consistent à
utiliser un ensemble de classi�cateurs optimaux. Celle-ci est basée sur une combinaison qui
regroupe les résultats issus des MLP et les principes de ECOC et OAA. L’étude et la comparaison
des méthodes classiques telles que la DT, KNN, MLP, a permis de comprendre les qualités
respectives des modèles ensemblistes de type ECOC et OAA. L’approche ECOC a montré ses
performances par rapport aux MLP simples, le DT et le KNN. Cependant, l’approche OAA
dépasse toutes autres classi�cations en terme de performance. Toutefois, nous constatons que
la classi�cation avec MLP-OAA est plus complexe que celle de MLP-ECOC avec O(k) qui peut
être coûteuse lorsque le nombre de classes est important.

Les modèles MLP-OAA nécessitent un temps de calcul plus long et présentent une importante
complexité. Par conséquent, nous avons proposé de simpli�er les calculs par une diminution
des caractéristiques des appareils électriques. Ceci a consisté en une analyse et une extraction
des caractéristiques. À partir de 16 entrées initialisées pour chaque modèle de classi�cation, une
analyse avec un algorithme de gradient boosting basé sur un ensemble des arbres de décision a
été proposé pour attribuer des scores d’importance à chaque caractéristique. Cette méthode a
été testée sur quatre ensembles des données dont chacun se caractérise par un aspect di�érent :
bruitées, aléatoires, normales et tra�quées. Ainsi, la classi�cation avec un nombre plus réduit a
amélioré les performances de classi�cation en taux et en durée.
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5 Détection des anomalies en temps
réel et prévision des courbes de
charge
5.1 Introduction

Les fuites d’eau sont considérées comme des consommations anormales de cette ressource
qui engendrent parfois des énormes pertes et des dégâts qui peuvent même endommager la
structure du bâtiment. Le dé� majeur ici est de détecter instantanément cette anomalie de
consommation. Les nouveaux compteurs d’eau intelligents o�rent de nouvelles opportunités de
surveillance et de contrôle à distance des consommations et des fuites. Ce chapitre présente une
solution complète non intrusive à ces dé�s. Elle s’appuie sur des Cdc et des mesures extraites
e�ectuées sur une partie unique et centralisée d’un réseau de distribution AMI. Nous abordons
cette problématique de détection des fuites d’eau au sein d’un bâtiment connecté à partir d’un
seul point de mesure. Nous proposons une démarche de détection des fuites d’eau en temps
réel qui a été expérimentée et validée au sein d’un bâtiment tertiaire éducatif. Cette démarche
prend en charge simultanément la phase de pré-traitement des données de la consommation
d’eau pour la prévision future.
A�n de bien mener une prévision, la détection des anomalies de consommation est considérée
parmi les étapes les pus importantes du pré-traitement des données. Cela revient à avoir
une base de données qui re�ète au mieux une consommation quotidienne sans anomalies.
Ces dernières peuvent être dues à des fuites d’eau ou une interruption lors de la collecte des
données de la consommation. Dans ce cadre, nous serons emmenés à comparer des modèles
de prévision individuels à court terme des Cdc de la consommation d’eau et d’électricité. Ces
modèles correspondent à la décomposition déterministe en composantes essentielles de séries
temporelles, le modèle SARIMA et les modèles de réseaux de neurones ; MLP et LSTM.

5.2 Détection des anomalies liées à la consommation d’eau

Dans ce contexte, nous proposons une détection des fuites d’eau en temps réel. L’étude sera réal-
isée sur des ensembles des données réelles fournies par des compteurs installés dans di�érents
bâtiments tertiaire éducatif. Sachant que les données à haute résolution de la consommation
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d’eau sont disponibles presque toutes les minutes, des algorithmes plus sophistiqués peuvent
être développés pour identi�er les fuites éventuelles en temps réel. Nous proposons une ap-
proche qui sera testée sur un ensemble des données collectées sur une période de cinq mois.
Avec le clustering des Cdc, réalisé dans la Section 4.2, nous avons pu construire une base de
référence de la consommation d’eau habituelle qui re�ète au mieux le vrai comportement des
utilisateurs.

5.2.1 Paramètres de l’algorithme de détection des fuites d’eau

Cet algorithme permettra de détecter en temps réel les anomalies liées à la consommation d’eau
en l’occurrence les fuites d’eau. Cet algorithme est basé sur les paramètres suivants :

a. Cdc journalière maximale "Cmax"

La courbe Cmax = max(CPer ) va servir à la détection de grandes fuites. À tout moment de
la journée, elle représente un seuil maximum de consommation d’eau. Cette détection est
e�ectuée avec une procédure qui compare l’indice instantané y j (ti ) de C j (ti ) de chaque minute
à max(yPer (ti )) de Cmax qui représente le seuil.

b. Débit nocturne minimum "M N F "

Le M N F va servir à la détection des fuites nocturnes. Dans les analyses des Cdc e�ectuées
précédemment dans 4.2.3 et 4.2.4, nous avons identi�é les périodes avec la consommation la
plus élevée et la plus fréquente. Les anomalies peuvent avoir lieu à tout moment de la journée
et peuvent être produites par un robinet qui coule, un tuyau cassé au niveau de l’installation,
une machine défectueuse, etc.

A�n de mieux analyser et détecter les fuites, une autre analyse des Cdc s’impose. Il s’agit là
de distinguer entre une fuite qui peut avoir lieu la journée combinée avec une consommation
courante quelconque et une fuite qui peut avoir lieu la nuit où la consommation est plus au moins
constante et proche de zéro. Par conséquent, nous considérons deux pro�ls de consommation
d’eau di�érents avec une utilisation spéci�que :

• Pendant la nuit, le débit moyen d’eau est constant et proche de zéro. Cela est représentée
par la Zone 1 dans la Fig. 5.1 ;

• Pendant la journée, le débit moyen est généralement di�érent de zéro, sauf durant les
weekends, jours fériés et vacances. Cela est représentée par la Zone 2 dans la Fig. 5.1.

Cette spéci�cité est liée au type du bâtiment étudié. Pour une installation privée de type
habitation, nous pouvons considérer que la consommation est présente à tout moment.
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Figure 5.1: a) Division de la Cdc de la consommation d’eau en zones et b) dispersion des
évènements datés pendant une journée

Théoriquement, il y a peu de consommation d’eau pendant la Zone 1. Néanmoins, il y a un très
faible débit due à des pertes provenant des installations qu’on ne peut pas assimiler à des fuites.
Ces pertes peuvent être modélisées par une valeur de référence appelée M N F [45]. Selon notre
étude, chaque bâtiment connaît des petites fuites nocturnes qui correspondent aux fuites de
fond en raison de problèmes et de dysfonctionnements des robinets et des toilettes [45].

c. Durée "max(PWNC) j "

Cette durée correspond à la période sans consommation nulle (Period Without Null Consump-
tion, PWNC) qui va servir à la détection de petites fuites. Nous dé�nissons le PWNC comme
étant une période sans consommation nulle, c’est-à-dire une durée pendant laquelle la consom-
mation d’eau est sans interruption. Nous pouvons avoir plusieurs PWNC le même jour et ces
périodes sont di�érentes d’un jour à l’autre.

Dans le cadre de la détection des fuites d’eau, nous cherchons la période maximale max(PWNC) j

sur une période Per de plusieurs jours. Pour chaque jour, nous calculons max(PWNC) j comme
le montre la Fig. 5.2. Cette valeur représente la durée maximale possible d’une consommation
continue durant la journée. Dès que cette durée est dépassée, nous pouvons constater qu’une
fuite a eu lieu ou que le comportement de consommation a changé.
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Figure 5.2: Exemple d’une Cdc de la consommation d’eau journalière et identi�cation de la
période max(PWNC)

5.2.2 Algorithme de détection des fuites d’eau en temps réel

Nous proposons un algorithme de détection des fuites pour surveiller la consommation d’eau
en temps réel. Tous les paramètres précédemment dé�nis sont impliqués dans un script. Ce
dernier se produit toutes les minutes, prend en entrée la dernière valeur d’index y j (ti ) et utilise
également un vecteur de paramètres dé�nis par :

X = {H , St ar t_h, End_h, max(yPer (ti )), max(PWNC), M N F }

Dans X , max(yPer (ti )), max(PWNC) et le M N F , H , St ar t_h et End_h, sont respectivement
l’instant courant exprimé en minutes, l’instant de début de la Zone 1 et l’instant de �n de la
Zone 1. La procédure de détection des fuites est récapitulée par l’organigramme de la Fig. 5.3.

En résumé, nous proposons avec cette approche un algorithme de détection des fuites en temps
réel. Les grosses fuites sont détectées à partir de la Cdc de consommation journalière maximale
C max

Per et les petites fuites en analysant le débit avec le M N F et max(PWNC). Cette approche
sera testée avec des données réelles.
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Figure 5.3: Organigramme de l’algorithme proposé pour la détection de fuite d’eau en temps
réel
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5.2.3 Expérimentation et résultats

Les performances de la procédure de détection des fuites ont été évaluées sur un exemple réel.
Les consommations d’eau sont collectées en temps réel avec la plateforme et un compteur d’eau
installés dans un RU. Ce bâtiment a une consommation moyenne d’environ 900 l / jour et ne
propose que des déjeuners à midi (pas le soir). Les données ont été enregistrées sur une période
de plusieurs mois, c’est-à-dire Per = 01/12/2017 au 08/04/2018, et servent à calculer les valeurs
du vecteur de paramètres X dé�nie avec la base de données "BaseT1-Détection" décrite dans la
Section 3.6. La procédure utilise ces données échantillonnées avec une période d’une minute.

a. Données d’entrée et prétraitement

Le vecteur de paramètres X est déterminé à partir des données collectées. Cependant, certaines
données doivent être supprimées car elles correspondent à des weekends, des jours fériés, des
vacances, et à des consommations anormales passées. Cette suppression a été opérée à partir de
l’analyse des Cdc et des clustering.

b. Choix du contexte et des paramètres

Plusieurs consommations typiquement quotidiennes sont représentées sur la Fig. 3.11 : C av g
max à

C av g
mi n et C av g

Per . On peut constater que les Cdc journalières de la Zone 2 contiennent deux pics.
Le premier se situe entre 8h et 10h et correspond au lavage des légumes et la préparation des
déjeuners. Le second a eu lieu de 12h à 14h et correspond à la consommation des lave-vaisselles
et au nettoyage du RU. Après avoir analysé les Cdc, nous avons choisi St ar t_h = 19h et End_h=
6h pour dé�nir la Zone 1 et la Zone 2.

Nous avons également remarqué que le bâtiment présente des pertes d’eau qui ne dépassent pas
8 l/ jour sans aucune activité. Cela est dû aux pertes dans les installations et équipements qu’on
ne peut pas assimiler à des fuites franches. À partir de là, nous avons choisi M N F = 0,33 l/h.

Le débit d’eau a été analysé au cours de la période considérée Per . Le PWNC maximum qui a
été extrait est de 3 heures et une minute. Nous avons donc choisi max(PWNC) = 210 minutes
a�n de prendre en compte un intervalle de con�ance de 30 minutes. La Fig. 5.2 représente la
courbe de débit F j avec plusieurs exemples de PWNC. Cette �gure présente un PWNC qui a
dépassé le seuil prédé�ni. Ce seuil a été dépassé d’environ une heure puis la consommation a
repris normalement. Dans ce cas, nous pouvons constater qu’une petite fuite d’eau a eu lieu,
qui correspond à un robinet ouvert pendant un certain temps.

c. Analyse des résultats de la procédure de détection des fuites

La procédure de détection des fuites d’eau a été con�gurée avec les valeurs de paramètres
précédents et programmée de sorte qu’à chaque minute un test de fuite est répété.
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Figure 5.4: Détection d’une grosse fuite avec la Cdc maximale

Le 17-01-2018, l’index y j (ti ) a atteint le seuil maximum car pendant cette journée, à l’heure ti

avec i = 942, à 15h 42mn (y j (t942) = 2294 l) > (max(yPer (t942) = 2293 l). Ceci peut être constaté
sur la Fig. 5.4, il s’agit là d’une grosse fuite qui a été détectée avec le test de la Cdc maximale.

Le 21-06-2018, une fuite est due à un problème de robinet a été détectée. Il s’agit d’une petite fuite,
di�cile à détecter par la courbe maximale comme on peut le voir sur la Fig. 5.5 a). Cependant,
max(PWNC) a été dépassé car une consommation permanente est apparue entre 1h 43mn et
17h 13mn lorsque l’alerte est déclenchée. Ceci peut être constaté sur la Fig. 5.5 b).

Plusieurs fuites d’eau ont été détectées après l’implantation de la procédure proposée. A�n
d’avertir de ces anomalies, des mails et SMS ont été envoyés aux services compétents pour
corriger la fuite le plus rapidement possible.

5.3 Modèles utilisés pour la prévision horaire des Cdc de con-
sommation

La prévision de la consommation que ce soit d’eau ou d’électricité ne nécessite pas une connais-
sance détaillée sur le bâtiment étudié comme par exemple sa surface, le nombre de personnes
qui y habitent, leur niveau social, etc. Cependant, la prévision à réaliser dans notre cas d’étude
se base essentiellement que sur les données de consommation antérieures et sur des algorithmes
ML et approches mathématiques.

Dans ce contexte, nous proposons quatre modèles prédictifs individuels qui correspondent au
modèle déterministe [52], SARIMA [117], le réseau des neurones récurrents avec mémoire à
court terme (LSTM) [70] et le réseau des neurones MLP [118]. Le choix et l’intérêt d’utiliser ces
quatre modèles est basé sur les di�érences qu’ils ont d’analyser, explorer, modéliser et prédire

89



Chapitre 5. Détection des anomalies en temps réel et prévision des courbes de charge

21-06-2018

Cmax

a) b)

2 4 6 8 10 12 14 16 18 20 22 24
0

500

1000

1500

2000

2500

13:43:17 17:13:17

2 4 6 8 10 12 14

0

0.5

1

1.5

2

2.5

16 18 20 22 24

21-06-2018

Temps (H)

Litre

Temps (H)

Litre/mn

Figure 5.5: Détection de petites fuites: a) comparaison entre la Cdc maximale et une Cdc
journalière, b) le débit d’eau journalier associé

les données. Cette di�érence est due aux aspects déterministe, stochastique, linéaire et non
linaire de l’analyse et la modélisation.

Notre objectif, par la suite, consiste à identi�er le modèle qui va assurer des prévisions des
Cdc de consommations en termes horaires d’une installation tertiaire ainsi que privée avec la
plus grande précision. Les modèles prédictifs seront emmenés à prédire le nombre de litres
d’eau ou le nombre de Wh de l’énergie électrique à consommer pendant la prochaine heure.
À partir des modèles dits "individuels", nous pouvons obtenir 11 di�érentes combinaisons qui
sont représentés dans la Fig. 5.6 et qui correspondent à :

• 6 di�érentes combinaisons de 2 modèles :

– hybride 1 qui est la moyenne du déterministe et le SARIMA.

– hybride 2 qui est la moyenne du SARIMA et le LSTM.

– hybride 3 qui est la moyenne du SARIMA et le MLP.

– hybride 4 qui est la moyenne du MLP et le LSTM.

– hybride 5 qui est la moyenne du déterministe et le LSTM.

– hybride 6 qui est la moyenne du déterministe et le MLP.

• 4 di�érentes combinaisons de 3 modèles :

– hybride 7 qui est la moyenne du déterministe, le MLP et le LSTM.

– hybride 8 qui est la moyenne du SARIMA, le MLP et le LSTM.

– hybride 9 qui est la moyenne du déterministe, le SARIMA et le MLP.

– hybride 10 qui est la moyenne du déterministe, le SARIMA et le LSTM.
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Figure 5.6: Les modèles hybrides proposés à partir des modèles dits "individuels" pour la
prévision des séries temporelle
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• Une seule combinaison de 4 modèles :

– hybride 11 qui est la moyenne de déterministe, le SARIMA, le MLP et le LSTM.

5.4 Prévision des Cdc de la consommation horaire d’eau d’un
bâtiment tertiaire

5.4.1 Préparation des données

Nous avons choisi une base de données couvrant environ une année universitaire pour la
prévision de la consommation d’eau du 03 Septembre 2018 jusqu’à 30 Juin 2019 avec la base
"BaseT1-prévision" dans la Section 3.6.

A�n de construire des Cdc représentant parfaitement la consommation quotidienne d’eau, il est
nécessaire d’identi�er les consommations anormales (telles que les fuites d’eau, les consomma-
tions occasionnelles) qui peuvent in�uencer l’analyse et la prévision de la consommation future
d’eau. Une consommation d’eau anormale [39] se manifeste toujours par un comportement
inhabituel et occasionnel par rapport à la majorité des Cdc de la consommation d’eau pendant
les autres jours. En pratique, le but de cette tâche est de constituer, à partir d’un ensemble des
données, un modèle re�étant au mieux la "normalité" pour détecter comme anormale toute
autre consommation s’écartant signi�cativement de la majorité [12] des Cdc de la consom-
mation d’eau. Par conséquent, ce �ltrage des Cdc est basé sur la classi�cation des Cdc de la
consommation d’eau déjà réalisée dans la Section 4.2.

La détermination des données manquantes, représentée par le bloc (A) dans la Fig. 3.14, dépend
de la nature du bâtiment. En ce qui concerne la prévision de la consommation d’eau horaire du
bâtiment tertiaire, nous avons choisi une interpolation spline cubique pour les jours travaillés
(de lundi au vendredi) et une interpolation linéaire pour les weekends et les vacances [97] en
appliquant les équations décrites dans la Section 3.5.3.

Vu la spéci�cité du RU, la consommation d’eau pendant les weekends, les jours fériés et
les vacances universitaires n’est pas très importante et prédire sa consommation ne sera pas
intéressant. Par conséquent, nous allons exploiter la spéci�cité de ce bâtiment avec une prévision
des jours travaillés. Cette prévision a été précédée par une classi�cation supervisée des Cdc
journalières C̄ j , avec le regroupement réalisé avec la HAC et la ED élaborée dans la Section 4.2.
Cette classi�cation permet d’identi�er les Cdc de la consommation quotidienne représentée
par la classe 3. La Fig. 5.7 représente les Cdc de la consommation d’eau qui appartiennent à la
classe 3 et qui correspondent aux jours travaillés pendant cette période.

Les données d’entrées pour chaque modèle de prévision sont sous forme des Cdc consécutives.
Chaque Cdc est représentée par 24 données correspondant à la quantité d’eau consommée
pendant chaque heure. Une normalisation, appelée MIN-MAX Scaling [119] est appliquée a�n
de simpli�er le calcul au niveau des modèles ML et de réduire l’espace de variation de chaque
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Figure 5.7: a) Cdc de la consommation d’eau journalière des jours d’activité (du lundis au
Vendredi) échantillonnées en minute, b) Résultat de la classi�cation supervisée des Cdc de la
consommation d’eau journalière des jours d’activité (du lundis au Vendredi) : classe 3

donnée. La dé-normalisation est l’inverse de la normalisation qui consiste à transformer les
données normalisées en ses valeurs initiales. La normalisation ainsi que la dé-normalisation
sont décrites respectivement par les équations (5.1) et (5.2) comme suit :

xnor mali ser =
x −xmi ni mal

xmaxi mal e −xmi ni mal e
, (5.1)

x = xnor mali ser × (xmaxi mal e −xmi ni male )+xmi ni mal e , (5.2)

où x est un élément de la série, xmaxi mal e et xmi ni mal e sont respectivement les valeurs maximale
et minimale de l’ensemble des données des Cdc.

Après avoir préparer les Cdc d’entrées aux di�érents modèles, une première étape consiste à di-
viser les données en trois sous ensembles pour l’entrainement, la validation et le test. Nous avons
utilisé 70% des données comme ensemble d’entrainement et 30% des données pour l’ensemble
de test. Pour valider notre modèle, nous avons utilisé 30% des données d’entrainement.

5.4.2 Paramètres des modèles prédictifs

a. Modélisation de Cdc de la consommation d’eau avec le modèle déterministe

La méthode de Buys et Ballot, décrite dans la Section 2.5.1, nous a permis de construire la droite
des moindres carrés passant par les moyennes et les écarts types de chaque période de Cdc.
La période est identi�ée avec l’analyse des corrélations qui est 24 comme elle est présentée
dans la Fig. 5.8. La pente de cette droite, qui est égale à 2.43, con�rme que la nature de la série
temporelle, est un modèle multiplicatif. Les �gures qui représentent les méthodes de véri�cation
du schéma de décomposition de la Cdc sont présentées dans l’Annexe A.4.
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Figure 5.8: a) Auto-corrélation simple et b) partielle de la Cdc de la consommation d’eau

Après avoir déterminé le schéma de décomposition de la série temporelle, qui est multiplicatif,
il reste à estimer chacune de ses composantes décrites par l’équation (2.9) qui correspondent
à la tendance et la saisonnalité. Les résultats de la fonction de régression sont : a = −0.002

et b = 63.59. L’estimation du modèle multiplicatif est donné par l’ensemble des équations
suivantes (5.3) :

X t =


(63.59−0.002t )ĉ1 si t = 1,1+24,1+2×24, ...

(63.59−0.002t )ĉ2 si t = 2,2+24,2+2×24, ...

...

(63.92−0.002t )ĉ24 si t = 24,2+24,3×24, ...

(5.3)

b. Modélisation des Cdc de la consommation d’eau avec lemodèle stochastique SARIMA
pour la prévision horaire

Les meilleurs paramètres qui minimisent les critères d’informations (AIC et BIC) sont donnés
avec le modèle SARIMA (p = 1, d = 0, q = 1)(P = 0, D = 0, Q = 1)24 et génère l’équation (5.4).

(1−φ1B)(1−B 24)X = (1+θ1B)εt . (5.4)

c. Prévision des Cdc de la consommation d’eau avec le modèle MLP

A�n de pouvoir prédire avec le modèle MLP, nous devons con�gurer nos Cdc et transformer la
prévision en un problème d’apprentissage supervisé. Cette con�guration consiste de transformer
les données en plusieurs échantillons des données dont le modèle apprend et se généralise.
Chaque échantillon doit avoir à la fois un composant d’entrée et un composant de sortie. Cette
décomposition des données est représentée dans le Tableau. 5.1. L’entrée du modèle est un
ensemble d’observations antérieures.
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Table 5.1: Con�guration des données en séquence d’entrée/ sortie pour les méthodes prédictifs
ML

Entrée Sortie
x(t1), x(t2), x(t3), ..., x(tk ) x(Tk+1)

x(t2), x(t3), x(t4), ..., x(tk+1) x(Tk+2)
x(t3), x(t4), x(t5),..., x(tk+2) x(Tk+3)

... ...

Dans notre cas d’étude, nous avons dé�ni un modèle MLP qui prend 24 données comme entrées.
Pour prédire une heure x(ti+1), le modèle se base sur les 24 heures précédentes x([ti−24, .., ti ])

et pour chaque itération l’ensemble d’observations d’entrée sera décalé d’une composante
telle qu’elle est représentée par l’auto-corrélation partielle de la Cdc de la Fig. 5.8. Cette re-
structuration de Cdc en sous ensemble d’observations est représentée par le Tableau 5.1 avec
k =1 à 24.

Le nombre de neurones, le nombre de couches cachées ainsi que les fonctions d’activation
(comme Sigmoïde, ReLu, Tanh ...) ont été variés et testées. Le modèle MLP est dé�ni avec
une seule couche cachée de 150 neurones et une fonction d’activation Unité Linéaire Recti�ée
(ReLu) pour chaque neurone. L’algorithme d’ajustement et d’optimisation est Adam avec un
taux d’apprentissage égale 10−4. L’erreur absolue moyenne, MAE, est choisi pour le calcul de la
fonction de perte.

d. Modélisation des Cdc de la consommation d’eau avec le LSTM pour la prévision
horaire

Le modèle LSTM prend 24 données comme entrées, pour chaque itération l’ensemble d’entrée
sera décalé d’une donnée. Le nombre de neurones, le nombre de couches cachées, les fonctions
d’activation (comme Sigmoïde, ReLu, Tanh ...) ont été variés et testées. Le modèle LSTM est
dé�nit avec trois couches LSTM à 100/150/100 unités consécutives avec une fonction d’activation
ReLu et nous avons utilisé l’algorithme Adam pour l’optimisation et la mise à jour du poids du
modèle. Nous avons dé�ni comme ajustement du taux d’apprentissage de 10−3 de la descente
du gradient. Nous avons retenu l’erreur absolue moyenne, MAE, pour le calcul de la fonction
de perte. Les résultats ont été obtenu après 150 itérations.

5.4.3 Résultats et discussion

Les résultats des modèles de prévision individuels qui correspondent aux modèle déterministe,
SARIMA, MLP et LSTM ont fourni des prévisions avec des erreurs relativement importantes
sans avoir bien assuré un bon compromis entre le biais et la variance. Ceci est bien clair à
partir des MAPE calculées sur les ensembles de test et représentées par la Fig. 5.10. Les durées
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Figure 5.9: Prévision de la consommation d’eau horaire avec le modèle a) déterministe de
décomposition en composantes essentielles des séries temporelles, b) SARIMA, c) LSTM et d)
MLP d’une période d’une année universitaire

moyennes pour la prévision des Cdc de la consommation d’eau sont respectivement comme
suit : 0.18s, 0.36s, 85.24s et 760.34s. Les courbes de prévision de la consommation d’eau horaire
avec les quatre modèles prédictifs individuels sont illustrées dans la Fig. 5.9.
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Figure 5.10: L’erreur moyenne en pourcentage absolu MAPE de di�érents modèles prédictifs
sur les données annuelles de la consommation d’eau horaire d’un bâtiment tertiaire éducatif

Les résultats de prévision détaillés sont illustrés dans le Tableau 5.2 en calculant le MSE,
RMSE et MAPE. Parmi les quatre modèles individuels, nous pouvons remarquer que le modèle
déterministe a fourni la plus petite erreur respectivement sur l’ensemble d’entrainement et
de test de 0.85% et 0.22% par rapport à une consommation moyenne de 783.87 l. Cependant
plusieurs modèles de combinaison hybride ont pu dépasser les performances des modèles
individuels et en particulier le modèle déterministe. À titre d’exemple, le modèle hybride 7 qui
est basé sur la combinaison du modèle déterministe, MLP et LSTM correspond à une prévision
de 0.25% et 0.55% en termes d’erreur respectivement d’entrainement et de test. Toutefois, le
modèle hybride 8 qui est composé par le modèle SARIMA, MLP et LSTM conduit à une prévision
de 0.28% et 0.21% en termes d’erreurs respectivement d’entrainement et de test. Par conséquent,
nous pouvons con�rmer que ces deux modèles hybrides ont pu prédire la consommation et
qui ont le pouvoir de généraliser la prédiction au future. D’autres modèles de combinaisons
ont permis une légère amélioration par rapport aux modèles individuels comme les modèles
hybride 4, hybride 5, hybride 10 et hybride 11.

5.5 Prévision des Cdc de la consommation horaire d’eau d’une
installation privée

5.5.1 Analyse et pré-traitement des données

L’analyse et la prévision des données ont été e�ectuées sur des Cdc, sans données manquantes
ni valeurs incohérentes, a�n d’obtenir les meilleurs résultats avec l’apprentissage automatique.
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Figure 5.11: Cdc de la consommation d’eau pendant la période du 01 Septembre 2018 au 31
Décembre 2018 et b) Volume d’eau horaire cumulé d’une journée dans une installation privée

Pour corriger et compléter les données manquantes, une recherche d’une courbe de référence
standard [12] a été réalisée. Cette étape est représentée par le bloc (A) de la Fig. 3.14.

A�n de procéder à la correction des données manquantes, nous considérons qu’un pro�l de
charge d’un jour j, dans une installation privée, est fortement corrélé à celui de la veille (j-1), et
le même jour de la semaine précédente (j-7) [120].

C j (ti ) = Av g (C j−7(ti ),C j−1(ti )) (5.5)

Notre seule référence est l’ensemble des données récupérées à partir d’un point de mesure
unique dans le bâtiment, qui est le compteur d’eau de l’AMI. L’algorithme de détection des
données anormales, telles que les anomalies des points dé�nis dans le deuxième chapitre 2.4,
qui est basé sur la moyenne (average) et l’écart type (std) des Cdc de l’équation (5.6).

An = abs

[
y j (t )−aver ag e(

n∑
i=1

(y j (t )))

]
≥α× std(

n∑
i=1

(y j (t )), (5.6)

α est une variable numérique choisie qui est �xé empiriquement et strictement supérieure à 2.
Dans notre cas α= 5 comme la valeur optimale.

La base des données de consommation d’eau de cette installation privée couvre 3 mois consécu-
tifs, d’Octobre 2018 jusqu’à Décembre 2018 a été nommée "BaseP1-prévision" dans la Section 3.6.
Les données sont échantillonnées en heure et sont représentées par la Fig. 5.11.
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5.5.2 Paramètres des modèles prédictifs

a. Modélisation des données de la consommation d’eau avec un modèle déterministe
pour la prévision horaire

De la même manière que la prévision des Cdc de la consommation d’eau d’un bêtiment tertiaire,
le schéma de décomposition de la Cdc est réalisée avec la méthode de Buys et Ballot [60]. La
période identi�ée avec l’analyse de la corrélation des Cdc est une journée qui correspond à
24h. Le schéma de décomposition de la Cdc de la consommation horaire d’eau d’un bâtiment
privé est multiplicatif. Nous estimons maintenant chacune de ses composantes décrites par
l’équation (2.9) en se basant sur l’équation (2.12). La courbe de régression est obtenue avec les
coe�cients suivants : a = 0.04 et b = 8.29. L’estimation du modèle multiplicatif est donnée par
l’ensemble des équations suivantes (5.7) :

X t =


(8.29+0.04t )ĉ1 si t = 1,1+24,1+2×24, ...

(8.29+0.04t )ĉ2 si t = 2,2+24,2+2×24, ...

...

(8.29+0.04t )ĉ24 si t = 24,2+24,3×24, ...

(5.7)

b. Modélisation des données de la consommation d’eau avec le modèle stochastique
SARIMA pour la prévision horaire

Les meilleurs paramètres du modèle SARIMA qui minimisent les critères d’informations AIC
et BIC sont obtenus avec les paramètres suivants (p = 1,d = 0, q = 2)(P = 0,D = 0,Q = 1)24 qui
génère l’équation (5.8).

(1−φ1B)(1−B 24)X = (1+θ1B +θ2B 2)εt . (5.8)

c. Modélisation des données de la consommation d’eau avec le modèle MLP pour la
prévision horaire

Nous avons dé�ni un modèle MLP qui prend 24 données constituant une journée comme
entrées comme la con�guration indiquée dans le Tableau 5.1. Pour prédire une heure x(ti+1), le
modèle se base sur les 24 heures précédentes x([ti−24, .., ti ]) et pour chaque itération l’ensemble
d’observation d’entrée sera décalé d’une donnée. Le modèle MLP est dé�ni avec cinq couches
cachées et chacune à 100 neurones avec une fonction d’activation ReLu pour chaque neurone.
L’algorithme Adam est utilisé pour l’optimisation et la mise à jour du poids du modèle. Nous
avons pris comme ajustement du taux d’apprentissage10−1 de la descente du gradient. Nous
avons retenu l’erreur absolue moyenne, MAE, comme critère de performance pour le calcul.
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d. Modélisation de données de la consommation d’eau avec le LSTM pour la prévision
horaire

Un modèle LSTM est retenu avec les paramètres suivants : il utilise 24 données correspondent à
24 heures de consommation comme entrées et pour chaque itération l’ensemble d’observations
d’entrée sera décalé d’une itération à l’autre.

Le modèle LSTM est dé�nit avec une seule couche LSTM à 100 unités consécutives avec une
fonction d’activation ReLu. Nous avons utilisé l’algorithme Adam pour l’optimisation et la mise
à jour des poids du modèle. Nous avons dé�ni comme taux d’apprentissage 10−1 de la descente
du gradient. Nous avons retenu l’erreur absolue moyenne, MAE, comme critère de performance
pour le calcul.

5.5.3 Résultats et discussion

Les prévisions des Cdc de la consommation d’eau dans un bâtiment privé ont été réalisées avec
des modèles individuels qui correspondent au modèle déterministe, SARIMA, MLP et LSTM.
Ces modèles ont fourni des prévisions avec des erreurs relativement importantes sans avoir bien
assuré un bon compromis entre le biais et la variance. Ceci est bien clair à partir des MAPE sur
l’ensemble de test comme indiqué sur la Fig. 5.13. Les durées moyennes pour la prévision des
Cdc de la consommation d’eau sont respectivement comme suit : 0.07s, 0.01s, 12.42s et 240.03s.
Les Cdc issues de la prévision de la consommation d’eau horaire de ce bâtiment obtenues avec
ces quatre modèles prédictifs individuels sont illustrées dans la Fig. 5.12.

101



Chapitre 5. Détection des anomalies en temps réel et prévision des courbes de charge

Série temporelle

Train avec le modèle déterministe

Test avec  le modèle déterministe

Série temporelle

Train avec MLP

Test avec  MLP

Série temporelle

Train avec LSTM

Test avec  LSTM

Litre
Temps (H)

Litre

Temps (H)

Litre

Temps (H)

Litre

a)

c) d)

b)

Temps (H)

0 500 1000 1500 2000 2500 3000
0

50

100

150

0 500 1000 1500 2000 2500 3000
0

50

100

150

0 500 1000 1500 2000 2500 3000
-20

0

20

40

60

80

100

120

140

160

0 500 1000 1500 2000 2500 3000
0

50

100

150

Série temporelle

Train avec SARIMA

Test avec SARIMA

Figure 5.12: Prévision de la consommation d’eau horaire avec le modèle a) déterministe de
décomposition en composantes essentielles des séries temporelles, b) SARIMA, c) LSTM et d)
MLP
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Figure 5.13: L’erreur moyenne en pourcentage absolu MAPE de di�érents modèles prédictifs de
la consommation d’eau horaire d’un bâtiment résidentiel privé

Les résultats détaillés de la prévision sont illustrés dans le Tableau 5.3 en calculant le MSE,
RMSE et MAPE. Parmi les quatre modèles individuels, nous pouvons remarquer que le modèle
SARIMA a fourni la plus petite erreur de 1.72% sur l’ensemble d’entrainement. Cependant, le
modèle MLP a fourni la plus petite erreur de 0.47% sur l’ensemble de test par rapport à une
consommation moyenne de 187.1 l. Cependant, le modèle hybride 2 qui se compose du modèle
SARIMA et LSTM a fourni les plus petites erreurs de prévision respectivement de 0.515% et
0.228% sur l’ensemble d’entrainement et l’ensemble de test.

5.6 Prévision de la Cdc de la consommation horaire d’électricité

5.6.1 Description et préparation des données

La consommation électrique représente la puissance électrique en Wh consommée pendant
7 semaines dans un bâtiment tertiaire. Nous avons choisi ces semaines de la base de données
"BaseT2-prévision" qui a été dé�nie dans la Section 3.6. La sélection des semaines est basée
sur la complétude des données. Le pré-traitement des données de consommation d’électricité
est nécessaire pour éliminer le bruit du processus de collecte des données, de déclenchement
ou de désactivation des appareils électriques. Nous avons pré-traité les données brutes de la
puissance avec un lissage de moyenne mobile calculée sur chaque sous-ensemble de F valeurs
consécutives de la Cdc constituées d’une fenêtre glissante qui correspond à 60 données. Le
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Figure 5.14: a) La Cdc de charge de la puissance électrique brute , b) Cdc de charge de la
puissance électrique échantillonnée par heure pendant 7 semaines d’une installation publique

lissage est obtenu par l’équation (5.9) :

x̄n = 1

F

F−1∑
k=0

xn −k (5.9)

avec F = 60.

La Fig. 5.14 représente la Cdc de la puissance électrique brute constituée de plus de 600 000
données associée à sa Cdc de la puissance lissée et échantillonnée en heure.

5.6.2 Paramètres des modèles prédictifs

a. Modélisation de données de la puissance électrique avec le modèle déterministe
pour la prévision horaire

La modélisation des données de la consommation électrique avec le modèle déterministe est
réalisée sur un ensemble d’entrainement de 70% des données. A�n de pouvoir former les
modèles prédictifs une analyse de la corrélation des données de la Cdc a été opérée. Nous
avons constaté que la série représente une composante saisonnière d’une semaine (24×7 jours)
comme représentée dans la Fig. 5.15.

À l’instar de la prédiction de la consommation d’eau, nous avons suivi les mêmes étapes a�n de
déterminer le schéma de décomposition mathématique des Cdc de la consommation électrique.
Nous avons obtenu un schéma de décomposition multiplicatif et nous avons estimé chacune
de ses composantes. La courbe de régression a comme coe�cients : a = 0.26 et b = 460.7.
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Figure 5.15: a) Auto corrélation simple et b) partielle des Cdc de la puissance électrique

L’estimation du modèle multiplicatif est donnée par l’ensemble des équations suivantes (5.10) :

X t =


(460.7+0.26t )ĉ1 si t = 1,1+168,1+2×168, ...

(460.7+0.26t )ĉ2 si t = 2,2+168,2+2×168, ...

...

(460.7+0.26t )ĉ168 si t = 168,2+168,3×168, ...

(5.10)

A�n de prédire les valeurs futures de la Cdc de la consommation horaire de la puissance
électrique, nous allons utiliser l’estimation de la tendance et celle de la composante saisonnière.

b. Modélisation des données de la puissance électrique avec le modèle stochastique
SARIMA pour la prévision horaire

Les meilleurs paramètres qui minimisent les critères d’informations AIC et BIC sont : p = 5,
q = d = 0, D = 1 et P =Q = 0. De ce fait, notre modèle est obtenu avec SARIMA (5,0,0)(0,1,0)168

et génère l’équation (5.11) :

(1−φ1B − ...−φ5B 5)(1−B 168)X = εt . (5.11)

c. Modélisation des données de la puissance électrique avec le modèle MLP pour la
prévision horaire

À l’instar du modèle MLP pour la prédiction de la consommation horaire d’eau, nous avons
validé un MLP pour l’électricité qui prend 24 données comme entrées pour chaque itération. Il
est dé�nit avec deux couches cachées avec 100 neurones dans chacune et avec une fonction
d’activation ReLu pour chaque neurone. L’algorithme Adam est utilisé pour l’optimisation et
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nous avons pris comme valeur du taux d’apprentissage10−4 de la descente du gradient pour
la mise à jour des poids du modèle MLP. Nous avons retenu l’erreur absolue moyenne, MAE,
comme critère de performance.

d. Modélisation des données de la consommation de la puissance électrique avec le
LSTM pour la prévision horaire

Un modèle LSTM est retenu avec les paramètres suivants. Il prend 24 données comme entrées
et pour chaque itération l’ensemble d’observation d’entrée sera décalé d’une donnée. Le modèle
LSTM est dé�ni avec trois couches à 100,150 et 150 unités respectivement dans chacune et
avec une fonction d’activation ReLu. L’algorithme d’ajustement et d’optimisation est Adam et
un taux d’apprentissage égal 10−3 de la descente du gradient pour la mise à jour des poids du
modèle LSTM. L’erreur absolue moyenne, MAE, est employée comme critère de performance.

Les prévisions de la puissance électrique horaire avec les quatre modèles prédictifs sont illustrées
dans la Fig. 5.16. Les résultats des modèles de prévision déterministe, SARIMA, MLP et LSTM
ont fourni des prévisions avec des erreurs pratiquement importantes en les comparant avec
celles calculées sur l’ensemble d’entrainement et de test. De ce fait, nous proposons de combiner
les modèles individuels dont le but est de minimiser l’erreur et de trouver un modèle optimal
pour la prévision de la consommation électrique du bâtiment tertiaire éducatif sur une base de
données couvrant quelques semaines.

5.6.3 Résultats et discussion

Les résultats des modèles de prévision des Cdc de la puissance électrique horaire sont obtenus
avec des modèles individuels qui correspondent au modèle déterministe, SARIMA, MLP et
LSTM. Ainsi, les durées moyennes pour la prévision des Cdc de la puissance moyenne électrique
sont respectivement 0.11s, 0.12s, 18.43s et 99.74s. Ces modèles ont fourni des prévisions avec
des erreurs relativement importantes sans avoir bien assurer un judicieux compromis entre
le biais et la variance. Ceci est bien clair à partir des MAPE obtenus qui sont représentées
sur la Fig. 5.17. Les Cdc de la consommation d’électricité issues de la prévision horaire de ce
bâtiment avec ces quatre modèles prédictifs individuels et de combinaison sont représentés
dans la Fig. 5.16.

Les résultats de prévision détaillés sont illustrés dans le Tableau 5.4. Des modèles de combinaison
hybride ont pu dépassé les performances des modèles individuels. À titre d’exemple, le modèle
hybride 9 qui se compose du modèle déterministe, MLP et SARIMA fournit des erreurs de 0.56%
et 1.55% en terme d’erreurs respectivement d’entrainement et de test. Toutefois, le modèle
hybride 10 qui est composé du modèle déterministe, LSTM et SARIMA correspond à une erreur
de prévision de 0.74% et 1.33% en termes d’erreur respectivement en entrainement et en test.
Ces deux modèles hybrides ont pu dépassé les performances des modèles individuels tels que le
MLP avec des taux d’erreurs respectives de 0.94% et 2.62% en entrainement et en test. Toutefois,
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Figure 5.16: Prévision de la puissance électrique horaire avec le modèle a) déterministe de
décomposition en composantes essentielles des séries temporelles, b) SARIMA, c) LSTM et d)
MLP
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Figure 5.17: L’erreur moyenne en pourcentage absolu MAPE de di�érents modèles prédictifs de
la puissance électrique horaire

ces modèles hybrides ont dépassé en terme de performances de prévision le modèle LSTM avec
des taux d’erreurs respectives de 0.82% et 3.58% en entrainement et en test.
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5.7 Conclusion

5.7 Conclusion

Dans ce chapitre, un algorithme empirique a été développé pour la détection des fuites tout
en faisant la distinction entre les petites et les grandes fuites d’eau. La mise en œuvre de
cet algorithme au sein des infrastructures de comptage intelligent a été réalisé sans aucun
investissement matériel. Il a permis de générer un signal d’alarme pour la noti�cation d’une
éventuelle fuite d’eau et éviter au plus tôt des dégâts qui peuvent être lourd de conséquence. En
e�et, l’algorithme de détection des fuites est basé sur le débit minimum nocturne (MNF) et la
période maximale sans consommation nulle (PWNC). Les paramètres de la MNF et de la PWNC
ont été adaptés et calculés à partir de la consommation relevée dans un bâtiment. Une Cdc
quotidienne maximale cumulée a également été dé�nie comme référence pour chaque instant
et permet de détecter les fuites importantes en cas de dépassement.

Pour la prévision des Cdc de la consommation d’eau et d’électricité, plusieurs modèles prédictifs
ont été proposé : le modèle déterministe, le modèle SARIMA, le réseau de neurones multi-
couches MLP et le réseau de neurones récurrent avec mémoire LSTM. À partir de ces modèles
individuels, di�érentes combinaisons ont été proposés pour former des stacking permettant de
réduire les erreurs de prévision des modèles individuels.

La prévision horaire des Cdc constitue une prévision classique des séries temporelles échantil-
lonnées au cours du temps. Elle consiste à prévoir le comportement de la consommation futur.
Cela nécessite des Cdc parfaitement échantillonnées par rapport au temps selon une précision
imposée (horaire, journalière, hebdomadaire ...). Nous avons constaté que pour chaque base
de données, des modèles de combinaisons hybrides ont été adaptés. Nous pouvons toutefois
retenir que la prévision des Cdc de la consommation d’eau horaire de deux bâtiments a été
bien améliorée avec les modèles de combinaisons hybrides 7 et 8 pour la consommation du
bâtiment tertiaire. Ces combinaisons sont basées sur la moyenne de prévision de deux modèles
non linéaires avec un modèle stochastique ou déterministe. Toutefois, le modèle de combi-
naison hybride 2 a pu prédire parfaitement la consommation d’eau horaire du bâtiment privé.
Ce modèle est basé sur la moyenne de prévision de deux modèles qui sont le SARIMA et le
LSTM. Cependant, nous avons pu constater que la prévision de la puissance moyenne de la
consommation électrique a été améliorée avec les deux modèles hybrides 9 et 10 qui constituent
une combinaison de trois modèles di�érents : linéaire, non linéaire et stochastique.
Á partir de la plateforme de collecte des données de consommation proposée, nous avons à
notre disposition des données de très grande précision. De ce fait, une exploitation de ces
données dans le chapitre qui suit sera opérée pour une prévision des séries temporelles en
termes d’événements datés d’eau et d’électricité.
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6 Prévision des séries temporelles de
consommation

6.1 Introduction

La prévision de Cdc de consommations était élaborée dans le chapitre précédent avec une
précision horaire. Une prévision plus accrue peut générer des résultats aberrants et un blocage
au niveau des modèles de prévision à cause de l’importance de la masse des données. En
prenant par exemple des Cdc de consommations avec un échantillonnage en minutes et une
saisonnalité d’une semaine, le modèle déterministe et le modèle SARIMA comportent 10 080
données pour former une saisonnalité. Ensuite, l’échantillonnage et le pré-traitement des Cdc
peuvent modi�er les valeurs des données récupérées à partir du serveur par le fait d’ajouter ou
de supprimer des données. Pour remédier à ces problèmes, les séries temporelles des évènements
de consommations représentent la solution pour une prévision en terme de seconde en utilisant
sa forme brute qui est la plus proche du comportement réel de la consommation.

Ce chapitre traite la prévision des séries temporelles de consommations d’eau et d’électricité
en utilisant la représentation des Cdc sous formes de séries temporelles des évènements. Ces
derniers ne nécessitent pas un pré-traitement ou un échantillonnage au préalable avant sa
modélisation pour une prévision future. De ce fait, nous proposons une approche de prévision
des séries temporelles de consommations. Il s’agit là d’une prévision des dates possibles
d’occurrence de chaque événement de consommation. Les modèles de combinaisons hybrides
seront également testés a�n d’identi�er les modèles des prédictions les plus performants tout
en assurant le compromis biais/variance. Une comparaison sera proposée entre la prévision des
Cdc qui a été élaborée dans le chapitre précédent et les séries temporelles de consommation.

6.2 Structure des séries temporelles d’évènements datés

Une série temporelle X t , dite aussi chronologique est constituée d’une succession de valeurs
numériques. Chaque valeur est une observation étiquetée par un instant temporel t , avec
t = 1,2,3, ...n. Le nombre n est la longueur de la série et l’étiquetage temporel peut être en
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minute, heure, jour, ou en ordre naturel d’apparition. Prédire une valeur future revient à
chercher X t +h avec h = 1,2,3,etc.

La série temporelle est un ensemble d’évènements successivement ordonnés dans le temps.
Elle est implicitement échantillonnée dans le temps selon l’ordre d’apparition des consomma-
tions [89]. Une série temporelle échantillonnée en fonction du temps peut correspondre à une
Cdc. Dans ce cas la prévision peut être élaborée directement sans procéder à un pré-traitement
ou un échantillonnage.

Dans ce qui suit, les séries temporelles de consommations d’eau et d’électricité à prédire se
composent de données naturellement échantillonnées directement collectées des compteurs
respectifs. Chaque donnée est une durée en milliseconde (ou en seconde) qui correspond à
l’écart temporel δ, qui est représenté dans la Fig 3.4, entre deux événements de consommation
successifs. Dans ce cadre, une prévision d’un évènement revient à prédire δ(t +h).

Pour faciliter la tâche de la modélisation mathématique, nous considérons que la série temporelle
des écarts des évènements datés est un phénomène qui évolue au cours du temps avec une
saisonnalité graphiquement visible dans le cas des Cdc échantillonnées. Cette saisonnalité est
généralement identi�ée à partir de la fonction d’auto-corrélation et celle d’auto-corrélation
partielle. Dans le cas où cette saisonnalité est di�cilement déterminée à partir des séries
temporelles avec les fonctions d’auto-corrélations, elle sera choisie de sorte qu’elle couvre un
jour de consommation complet. Cela veut dire que la saisonnalité reproduite par cette série
temporelle représente le volume d’eau ou la quantité d’énergie journalière consommée.

6.3 Prévision de la série temporelle de la consommation d’eau
d’une installation privée

6.3.1 Données d’entrée pour les modèles prédictifs

Pour une prévision événementielle, nous avons sélectionné une base de données composée
de 2000 données représentant chacune l’écart temporel de 2001 litres consommés dans une
installation privée. Cette base de données est nommée "BaseP1-évènement-prévision" dans la
Section 3.6. Notre base d’évènements datés comporte les 2000 premières données de la Fig. 6.1.
Cette �gure correspond à la série temporelle des évènements de consommation de chaque litre
d’eau consommé en fonction des écarts temporels. Les données sont divisées en trois ensembles,
d’entrainement, de validation et de test. Ces ensembles représentent un pourcentage par rapport
au nombre total des données : 70% pour l’entrainement y compris 30% pour la validation et 30%
pour le test des modèles.
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Figure 6.1: Série temporelle des évènements de consommation des litres d’eau consommés du
01/09/2018 07:44:58.250 jusqu’à 31/12/2018 23:54:01.438

6.3.2 Paramètres des modèles prédictifs

Avec la série temporelle de la consommation d’eau, il parait di�cile d’identi�er la saisonnalité
avec la fonction d’auto-corrélation et la fonction d’auto-corrélation partielle. Cette di�culté
est due aux données de natures indépendantes les unes des autres. Pour cette raison, nous
avons sélectionné le volume journalier maximal sur l’ensemble des jours max(y j (n j )) comme
saisonnalité. Avec cette hypothèse, une décomposition de la série temporelle en composantes
essentielles et une modélisation avec le modèle SARIMA sont devenues possibles.

a. Modélisation de la série temporelle avec le modèle déterministe

La méthode de Buys et Ballot [60] nous a permis de construire la droite des moindres carrés
passant par les moyennes et les écarts types de chaque période de notre série. La pente de
cette droite, qui est égale à 5.84, peut con�rmer la nature de la série temporelle qui suit un
modèle multiplicatif. Après avoir déterminé le schéma de décomposition de la série temporelle,
il reste à estimer chacune de ses composantes décrites par l’équation (2.9). Nous avons obtenu
les coe�cients suivants pour représenter la fonction de régression : a =−0.02 et b = 520.5.

L’estimation du modèle multiplicatif est données par l’ensemble des équations suivantes (6.3) :

X t =


(520.5−0.02t )ĉ1 si t = 1,1+max(y j (n j )),1+2×max(y j (n j )), ...

(520.5−0.02t )ĉ2 si t = 2,2+max(y j (n j )),2+2×max(y j (n j )), ...

...

(520.5−0.02t )ĉmax(y j (n j )) si t = max(y j (n j )),2+max(y j (n j )),3×max(y j (n j )), ...

,

(6.1)
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Chapitre 6. Prévision des séries temporelles de consommation

pour notre cas d’étude, nous avons max(y j (n j )) = 489 litres.

b. Modélisation de la série temporelle des écarts temporels des évènements datés avec
SARIMA

Les meilleurs paramètres qui minimisent les critères d’informations AIC et BIC ont permis
d’identi�er le modèle SARIMA avec les paramètres suivants : (p = 0,d = 0, q = 1)(P = 0,D =
0,Q = 1)max(y j (n j )). Ce modèle génère l’équation (6.2).

(1−B max(y j (n j )))X = (1+φ1B)εt . (6.2)

c. Prévision de la série temporelle des écarts des évènements datés d’eau avec le modèle
MLP

Le modèle MLP est dé�nit avec deux couches cachées à 150/150 unité et une fonction d’activation
ReLu pour chaque neurone. L’algorithme Adam est utilisé pour l’optimisation. L’ajustement [68]
de la descente du gradient ainsi que le MAE pour le calcul de la fonction de perte avec un taux
d’apprentissage très petit et égal à 10−3.

d. Prévision de la série temporelle des écarts des évènements datés d’eau avec le modèle
LSTM

Le modèle LSTM prend une seule donnée comme entrée. Il est dé�ni avec trois couches LSTM
avec respectivement 100,150 et 100 unités consécutives et avec une fonction d’activation ReLu.
L’algorithme d’ajustement et d’optimisation est Adam et un taux d’apprentissage égale à 10−3

de la descente du gradient pour la mise à jour des poids du modèle. L’erreur absolue moyenne,
MAE, est employée pour le calcul de la fonction de perte.

6.3.3 Résultats et discussion

La prévision des instants de consommation des litres d’eau avec les quatre modèles prédictifs
est illustrée dans la Fig. 6.2.

Les di�érents modèles de prédiction qui correspondent au modèle déterministe, SARIMA, MLP
et LSTM, ont la capacité de prédire les instants pendant lesquels un litre d’eau sera consommé.
Les durées moyennes pour la prévision des Cdc de la consommation d’eau sont respectivement
comme suit : 0.11s pour le modèle déterministe, 12.3s pour le modèle SARIMA, 23.22s pour le
MLP et 111.96s pour le LSTM.

Les résultats détaillés de la prévision sont illustrés dans le Tableau 6.1 en calculant le MSE,
RMSE et MAPE. Parmi les quatre modèles individuels, nous pouvons remarquer que le modèle
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6.3 Prévision de la série temporelle de la consommation d’eau d’une installation privée

Table 6.1: Résultats de la prévision de la série temporelle de la consommation d’eau d’une
installation privée avec les modèles individuels et les modèles hybrides

Entrainement Test Modèle
RMSE
(s)

MAPE
(%)

RMSE
(s)

MAPE
(%)

RMSE
(s)

MAPE
(%)

Modèle déterministe 2276.493 4.296 3490.725 16.125 2699.877 3.67
SARIMA 3061.699 7.003 3232.09 13.952 3114.634 4.861
MLP 2973.976 6.835 3154.283 13.48 3030.001 4.792
LSTM 3168.976 6.823 3405.561 14.454 3242.636 4.757

Hybride 1 :
déterministe, SARIM 2418.093 5.649 3139.983 13.935 2656.275 4.265

Hybride 2 :
SARIMA, LSTM 2831.377 6.919 3046.725 11.513 2898.459 4.826

Hybride 3 :
SARIMA, MLP 2882.404 6.913 3108.596 12.372 2952.894 4.809

Hybride 4 :
MLP, LSTM 2435.999 5.56 3189.545 14.062 2685.307 4.213

Hybride 5 :
déterministe, LSTM 2374.612 5.565 3139.457 14.091 2628.48 4.231

Hybride 6 :
déterministe, MLP 3023.87 6.829 3223.445 13.738 3085.921 4.775

Hybride 7 :
déterministe,
MLP, LSTM

2463.278 6.045 3044.335 11.979 2651.874 4.441

Hybride 8 :
SARIMA, MLP,

LSTM
2489.07 6.041 3065.123 12.164 2675.818 4.429

Hybride 9 :
déterministe,
SARIMA, MLP

2859.953 6.887 3079.543 12.028 2928.361 4.803

Hybride 10 :
déterministe,

SARIMA, LSTM
2555.98 5.985 3126.01 13.304 2740.353 4.406

Hybride 11 :
déterministe,

SARIMA, MLP, LSTM
2557.689 6.239 3046.962 11.698 2714.599 4.52
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Figure 6.2: Prévision des écarts temporels des consommations des litres d’eau avec le modèle a)
déterministe de décomposition en composantes essentielles des séries temporelles, b) SARIMA,
c) LSTM et d) MLP

déterministe a fourni la plus petite erreur en entrainement d’environ 4.29% par contre le modèle
SARIMA a généré une erreur de 7% en sachant que la moyenne des écarts est 438s, avec un
minimum de 3s et un maximum de 40302s. Ces petites erreurs peuvent valider notre proposition
pour choisir une saisonnalité non apparente au sein de la série temporelle de consommation.
Toutefois, les modèles de combinaison hybride ont pu légèrement dépasser les performances
des modèles individuels. À titre d’exemple, le modèle hybride 2 et 3 ont fourni des erreurs de
prévision de 6.919% et 6.913% pour le premier et 11.513% et 12.372% pour le deuxième en terme
d’erreurs respectivement d’entrainement et de test.

6.4 Prévision de série temporelle de la consommation électrique
d’une installation tertiaire : cas d’un bureau

6.4.1 Données d’entrée pour les modèles prédictifs

Pour une prévision événementielle, nous avons choisi une base de données composée de quelques
jours de consommation consécutifs de plus de 2000 données stockées dans la base "BaseT2-
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6.4 Prévision de série temporelle de la consommation électrique d’une installation
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évènement-prévision" de la Section 3.6. Cette base de donnée est échantillonnée naturellement
selon l’ordre de la consommation de chaque Wh. Les données sont divisées en trois ensembles
d’entrainement, de validation et de test. Ces ensembles représentent un pourcentage par rapport
au nombre total des données : 70% pour l’entrainement y compris 30% pour la validation et 30%
pour le test du modèle.

De même que la consommation d’eau en terme évènementiel, il est di�cile d’identi�er la saison-
nalité avec la fonction d’auto-corrélation et la fonction d’auto-corrélation partielle. Pour cette
raison, nous avons sélectionné l’énergie maximale consommée en une journée sur l’ensemble
des jours max(y j (n j )). Avec cette hypothèse, une décomposition de la série temporelle en
composantes essentielles et une modélisation avec le modèle SARIMA sont devenues possibles.

6.4.2 Paramètres des modèles prédictifs

a. Modélisation des évènements datés de la consommation électrique avec le modèle
déterministe

La méthode de Buys et Ballott [60] nous a permis de construire la droite des moindres carrés
passant par les moyennes et les écarts types de chaque période de notre série. La pente de
cette droite, qui est égale à 3.6, peut con�rmer la nature de la série temporelle qui suit un
modèle multiplicatif. Ces méthodes sont représentées par la Fig. A.4 donné en annexe. Après
avoir déterminé le schéma de décomposition de la série temporelle, qui est multiplicatif, il
reste à estimer chacune de ses composantes décrites par l’équation (2.9) tel qu’il est dé�ni
précédemment. Avec une régression automatique, nous avons obtenu les coe�cients suivants :
a =−3.76e −05 et b = 6.107.

L’estimation du modèle multiplicatif est donnée par l’ensemble des équations suivantes (6.3) :

X t =


(6.107−3.76e −05t )ĉ1 si t = 1,1+max(y j (n j )),1+2×max(y j (n j )), ...

(6.107−3.76e −05t )ĉ2 si t = 2,2+max(y j (n j )),2+2×max(y j (n j )), ...

...

(6.107−3.76e −05t )ĉmax(y j (n j )) si t = max(y j (n j )),2+max(y j (n j )), ...

, (6.3)

pour notre cas d’étude, nous avons max(y j (n j )) = 688 Wh.

b. Modélisation de la série temporelle des écarts des évènements datés de la consom-
mation électrique avec le modèle stochastique SARIMA

Les meilleurs paramètres qui minimisent les critères d’informations (AIC et BIC) sont donnés
tels que le modèle est dé�ni avec SARIMA (p = 1,d = 0, q = 1)(P = 0,D = 0,Q = 1)max(y j (n j )) et
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génère l’équation (6.4).

(1−φ1)(1−B max(y j (n j )))X = (1+φ1B)εt . (6.4)

c. Prévision de la série temporelle des écarts des évènements datés de la consommation
électrique avec le modèle MLP

Le modèle MLP est dé�ni avec deux couches cachées avec 150 et 150 neurones dans cha-
cune et ayant une fonction d’activation ReLu. Ce modèle est initialisé avec une seule entrée.
L’algorithme Adam est utilisé pour l’optimisation et l’ajustement [68] de la descente du gra-
dient. Ainsi l’erreur absolue moyenne pour le calcul de la fonction de perte avec un taux
d’apprentissage très petit égal à 10−4.

d. Prévision de la série temporelle des écarts des évènements datés de la consommation
électrique avec le modèle LSTM

Le modèle LSTM prend une seule donnée comme entrée. Le nombre de neurones, le nombre de
couches cachées, les fonctions d’activation (comme Sigmoïde, ReLu, Tanh ...) ont été variés et
testés. Le modèle LSTM est dé�ni avec une couche LSTM à 150 unités consécutives et avec une
fonction d’activation tangente Tanh. L’algorithme d’ajustement et d’optimisation est Adam et
un taux d’apprentissage égal 0.005 de la descente du gradient. Le RMSE est employé pour le
calcul de la fonction de perte.

6.4.3 Résultats et discussion

La prévision des instants de consommation des Wh de la puissance électrique avec les quatre
modèles prédictifs sont illustrées dans la Fig. 6.3. Les résultats des modèles de prévision
déterministe, SARIMA, MLP et LSTM sont illustrés dans le Tableau 6.2.

Parmi les quatre modèles individuels, nous pouvons remarquer que le modèle LSTM a fourni
la plus petite erreur en entrainement qui est proche de 0 soit 0,00001% et en test de 0,0001%
telle que la moyenne des écarts est 125s. Toutefois, les modèles de combinaison hybride n’ont
pas pu cette fois-ci améliorer les performances des modèles individuels. Selon la Fig. 6.3, nous
pouvons remarquer que les modèles neuronales MLP et LSTM ont bien modélisé la dynamique
et le comportement aléatoire de la consommation. Par contre, les modèles mathématiques tels
que SARIMA a bien modélisé l’ensemble d’entrainement qui peut con�rmer une autre fois notre
hypothèse et notre choix de la saisonnalité non apparente au sein de la série temporelle de
consommation.
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Table 6.2: Résultats de la prévision des δ(ti , ti+1) des évènements datés de la consommation
électrique avec les modèles individuels et les modèles hybrides

Ensemble de train Ensemble de test Modèle
RMSE
(s)

MAPE
(%)

RMSE
(s)

MAPE
(%)

RMSE
(s)

MAPE
(%)

Modèle déterministe 0.09 0 0.44 0.05 0.25 0.01
SARIMA 0 0 0.22 0.02 0.12 0
MLP 0.19 0.01 0.19 0.02 0.19 0.01
LSTM 0.01 0 0 0 0.01 0

Hybride 1 :
déterministe, SARIM 0.05 0 0.32 0.04 0.18 0

Hybride 2 :
SARIMA, LSTM 0.01 0 0.11 0.01 0.06 0

Hybride 3 :
SARIMA, MLP 0.1 0.01 0.19 0.02 0.13 0

Hybride 4 :
MLP, LSTM 0.11 0.01 0.31 0.04 0.19 0.01

Hybride 5 :
déterministe, LSTM 0.05 0 0.22 0.03 0.13 0

Hybride 6 :
déterministe, MLP 0.1 0.01 0.1 0.01 0.1 0

Hybride 7 :
déterministe,
MLP, LSTM

0.03 0 0.21 0.03 0.12 0

Hybride 8 :
SARIMA, MLP,

LSTM
0.07 0 0.27 0.03 0.16 0

Hybride 9 :
déterministe,
SARIMA, MLP

0.06 0 0.13 0.02 0.09 0

Hybride 10 :
déterministe,

SARIMA, LSTM
0.07 0 0.21 0.03 0.13 0

Hybride 11 :
déterministe,
SARIMA,
MLP, LSTM

0.06 0 0.21 0.03 0.12 0
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Figure 6.3: Prévision des écarts temporels des consommations des Wh de la consommation
électrique avec le modèle a) déterministe de décomposition en composantes essentielles des
séries temporelles, b) SARIMA, c) LSTM et d) MLP

6.5 Prévision de série temporelle de la consommation électrique
d’une installation tertiaire

6.5.1 Données d’entrée et choix du modèle prédictif

Pour une prévision événementielle, nous avons choisi une base de données composée de
quelques jours de consommation consécutifs de plus de 36 300 données de la base "BaseT3-
évènement-prévision" décrite dans la Section 3.6. Cette base de donnée est échantillonnée
naturellement selon l’ordre de la consommation de chaque Wh. Les données sont divisées
en trois ensembles d’entrainement, de validation et de test. Ces ensembles représentent un
pourcentage par rapport au nombre total des données : 70% pour l’entrainement y compris 30%
pour la validation et 30% pour le test du modèle.

Le choix de ce modèle est basé sur sa capacité d’apprendre et de prédire la série temporelle
de la consommation électrique mieux que les autres modèles individuels qui correspondent
au MLP, SARIMA et le modèle déterministe. Le serveur sur lequel notre base des données est
sauvegardée réalise une mise à jour pendant des périodes en début de la journée. Par conséquent,
la consommation est retardée pour quelques minutes vers 1h du matin ce qui provoque des
écarts temporels plus longs. Pour cela, nous avons dé�ni deux modèles prédictifs représentés
par deux LSTM.
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Figure 6.4: a) Prévision de la série temporelle des écarts des Wh électriques sur la base des
données brutes, b) prévision de la série temporelle des écarts des Wh électriques après la
suppression des pics

Table 6.3: Résultats de la prévision de la série temporelle de la consommation d’électricité avec
et sans les pics

Modèle 1 Modèle 2
Entrainement Test Modèle Entrainement Test Modèle

RMSE (s) 8.29 7.79 8.15 2.38 2.78 2.87
MAPE (%) 0.06 0.044 0.035 0.002 0.02 0.003
Temps (s) 3469.87 3075.32

6.5.2 Paramètres des modèles LSTM

Le premier modèle prédit la série temporelle des écarts de la consommation électrique qui
comporte tous les instants y compris les pics du début des journées. Le second modèle prédit
la série temporelle des écarts de la consommation électrique en supprimant les instants qui
représentent les pics du début des journées. Le premier modèle prend six données comme
entrées. Cette valeur est déterminée à partir de la fonction d’auto-corrélation partielle de
la série. Le modèle est dé�ni avec deux couches LSTM à 150/150 unités consécutives avec
une fonction d’activation ReLu. L’algorithme d’ajustement et d’optimisation est Adam et un
taux d’apprentissage égal à 10−3 de la descente du gradient pour la mise à jour des poids du
modèle. L’erreur absolue moyenne, MAE, est employée pour le calcul de la fonction de perte.
Le deuxième modèle LSTM est dé�ni avec la même con�guration que celui du premier modèle.
Cependant, il prend 13 données comme entrées.

6.5.3 Résultats et discussion

La série temporelle est représentée avec un écart minimum de 4s, un maximum de 243s, une
moyenne de 16s et une écart type de 9s. Les résultats de la prévision sont donnés dans le
tableau 6.3. Nous pouvons remarquer, en premier lieu, que les deux modèles LSTM ont bien
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modélisé notre série temporelle. Le modèle 2 qui a été formé sur la série temporelle sans les
pics a optimisé la prévision en terme d’erreur avec un gain de 0.032% et en temps de calcul avec
un gain de 400s.

À partir de deux modèles LSTM, nous pouvons toutefois remarquer que le modèle 1 n’a pas
bien modélisé et prédit les pics qui représentent des périodes pendant lesquelles il n y a pas de
transmission de la consommation. En se basant sur l’écart type σ et la fonction de moyenne
mobile selon l’équation (5.6), nous pouvons sélectionner les valeurs di�ciles à apprendre et qui
peuvent également re�éter un comportement di�érent de celui de la consommation habituelle.
Pour cela, le paramètreα dans cette équation est une variable numérique choisit qui est identi�ée
empiriquement et strictement supérieure à 2. Dans notre cas α= 4 est la valeur optimale. Cette
valeur est basée sur la règle empirique de la distribution normale selon laquelle toutes les
valeurs qui se situent à environ 3σ de la moyenne µ sont considérées comme valeurs normales
modélisant un comportement habituel de la consommation électrique. Par conséquent, une
valeur en dehors de 3σ peut être considérée automatiquement comme anormale et par la suite
elle re�ète une anomalie de consommation. Ces valeurs sont représentées dans la Fig.6.4.

6.6 Comparaison entre la prévision de série temporelle et la
prévision des Cdc de consommation

La prévision des Cdc échantillonnée en heure o�re la possibilité d’explorer la quantité, en litre
ou en Wh, de la consommation horaire future. Par contre, la prévision des séries temporelles
o�re la possibilité d’explorer l’instant précis de la consommation future. À partir de la prévision
de la consommation basée sur les Cdc journalières échantillonnées en heures abordée dans le
chapitre 5, nous pouvons constater que les modèles prédictifs ont pu modéliser le processus de
consommation et de le prédire correctement. Cependant, la prévision de la consommation d’eau
basée sur les séries temporelles sans échantillonnage constituent un processus à évènement
de consommation discret selon un ordre naturel. La prévision selon les deux principes est
décrite dans la Fig. 6.5. Nous avons constaté que les modèles prédictifs n’ont pas pu modéliser
ces séries temporelles d’une manière plus �uide que les Cdc échantillonnées. Néanmoins, les
séries temporelles représentent une alternative intéressante pour la prévision des processus de
consommation. Cela est due au fait qu’elles n’ont pas subi des modi�cations ou de traitement et
correspondent au processus réel de consommation.

Nous allons comparer la prévision de Cdc de la consommation par rapport à la prévision de
la série temporelle avec le modèle prédictif qui a été choisi. Cette comparaison est réalisée
sur la base du modèle hybride 2 qui est à la base une combinaison du modèle SARIMA et le
LSTM. Prenons comme exemple les résultats du modèle prédictif de la consommation d’eau
pour sept heures pendant la journée du 01/09/2018. Selon les résultats qui sont détaillés dans le
tableau 6.4, nous pouvons retenir deux importantes constatations :

• Il existe des heures pendants lesquelles la consommation peut être nulle par exemple
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consommation

Série temporelle

brute

�n+1 
1

évènement

�1 �2 �i �n t1 tn+1tn �n+1 tn+2

extraction des

données

Pré-traitement et
échantillonnage

Valeur prédite (instant du prochain évènement)

FM entrées

b)

SGBD (SQL)

stockage

modèle

prédictif

Figure 6.5: Comparaison entre a) la prévision de série temporelle de la consommation d’eau
avec des données brutes et b) la prévision de Cdc de la consommation d’eau avec des données
échantillonnées
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Table 6.4: Comparaison de la prévision de série temporelle par rapport à la prévision avec les
Cdc de consommation d’eau de deux heures

Heure
Instants des

évènements réels
Instants des

évènements prédits
Volume d’eau

réel
Volume d’eau

prédit
01 0 0
02 0 0
03 0 0
04 0 0
05 0 0
06 0 0

07

07:44:58.250 07:44:58.250

6 6

07:45:06.500 07:45:06.028
07:45:14.750 07:45:13.836
07:52:19.375 07:48:38.147
07:53:16.188 07:49:08.874
07:54:29.125 07:49:47.150

à 1h, 2h ... pendant des périodes données dans la journée. C’est un comportement de
consommation en lien avec le type du bâtiment étudié, la précision de l’échantillonnage,
etc. Dans notre cas étude, la consommation d’eau n’a eu lieu pendant ce jour qu’à partir
du 7h du matin. Pour prédire la consommation horaire de ce jour, il est essentiel de
prédire au début la consommation de 1h, 2h, ..., 6h du matin et après prédire 7h. Tandis
que la consommation avant 7h et égale à 0 litre. De ce fait, prédire à l’horizon d’une
heure, deux heures voir 6 heures n’a pas d’intérêt.

• La prévision de série temporelle de la consommation d’eau consiste à prédire que les
instants pendant lesquels un évènement a eu lieu. Autrement dit, prédire à l’horizon
d’un seul évènement, deux évènements voir même 10 évènements qui peuvent avoir lieu
sur plusieurs heures rend la prédiction synchrone avec la consommation et optimise
les tâches de l’algorithme. Nous pouvons ainsi déduire l’intérêt de prédire en terme
d’évènements que de prédire des Cdc de consommation échantillonnées.

6.7 Conclusion

Le pré-traitement a pour objectif de corriger toutes anomalies qui peuvent apparaitre lors de
l’élaboration des Cdc de consommation. L’utilisation des données brutes de consommation
sous forme de séries temporelles ne nécessite aucun pré-traitement. Elles correspondent à des
consommations réelles avec une précision en milliseconde selon l’ordre naturel d’apparition.

Les données constituant les Cdc de la consommation électrique ont été lissées puis échantillon-
nées en heure. Par conséquent, ces modi�cations peuvent in�uencer la qualité des prévisions
futures. Les séries temporelles qui correspondent aux instants des évènements de consommation
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sont une solution permettant de constituer une base des données qui re�ète le comportement
de consommation réel.

Les données évènementielles ont o�ert une possibilité d’analyser et prédire les consommations
sans pré-traitement préalable des données avec une prévision synchrone à la consommation
réelle. Elles ont permis également de fournir une précision de prévision très importante en
seconde voir même en milliseconde. Les modèles hybrides sont moins adaptés aux séries
temporelles que les Cdc de consommation. Cela peut être expliqué par la complexité des
données ainsi la grande masse qu’elle les constitue.

Toutefois, les modèles individuels ont montré leurs performances pour les séries temporelles de la
consommation d’eau et d’électricité. Nous avons ainsi remarqué que les modèles mathématiques
tels que SARIMA et le modèle déterministe ont bien modélisé le processus de consommation.
Cela con�rme notre hypothèse de départ pour la recherche de la saisonnalité non apparente
au sein de la série temporelle de consommation d’eau et ça n’était pas le cas avec les séries
temporelles de la consommation électrique. Avec ces séries temporelles de consommation, la
fonction d’auto-corrélation et la fonction d’auto-corrélation partielle ne peuvent être toujours
la solution pour déterminer la saisonnalité et analyser la relation entre ses données. Malgré
qu’il existe d’autres modèles d’apprentissage destinés à la modélisation et la prévision des séries
temporelles comme le ARMA, le ARIMA, ... qui ne tiennent pas compte de la notion de la
saisonnalité, ces modèles n’ont pas fourni des résultats satisfaisants. Par conséquent, sur la base
des informations sur les Cdc, nous avons choisi d’appliquer les modèles prédictifs représentés
par le modèle déterministe, SARIMA, MLP et LSTM ainsi que toutes ses combinaisons. Nous
avons supposé qu’une saisonnalité non apparente peut être dé�nie à partir du volume d’eau
ou la quantité d’énergie journalière consommée. Cette hypothèse était validée à travers les
performances de la prévision de la série temporelle de la consommation d’eau obtenue avec
le modèle déterministe. Cependant, la prévision de la série temporelle de la consommation
d’électricité était performante avec le modèle neuronal LSTM.

La saisonnalité comme caractéristique peut être introduite comme par exemple un paramètre
au niveau des modèles neuronales en tant que taille de la fenêtre glissante à partir de laquelle
une prévision de la valeur suivante peut être déterminée.
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7 Conclusion générale

7.1 Conclusion

La gestion des ressources énergétiques et hydrauliques est un sujet contemporain important.
L’eau est devenue un bien de plus en plus précieux et nous devrons surveiller son usage. Toute-
fois, la production d’électricité est considérée comme une source de pollution environnementale
qui a connu une augmentation en lien avec la croissance démographique et l’urbanisation. Par
conséquent, la gestion durable de ces ressources avec les dé�s environnementaux constituent la
motivation principale de cette thèse.

Ainsi notre travail se focalise sur la collecte de masse des données des consommations via des
compteurs intelligents dont le but de modéliser, d’analyser des pro�ls de consommation a�n
d’alerter sur les anomalies et de prédire les consommations futures.

Une plateforme d’acquisition des données de consommation d’eau et d’électricité a été mise en
place. La première étape dans l’analyse du comportement des utilisateurs était la classi�cation
des Cdc journalières. La classi�cation non supervisée et supervisée des Cdc de la consommation
d’eau a permis de les regrouper en des classes caractérisant des comportements de consommation
di�érents. À son tour, cette classi�cation a été considérée en tant que pré-traitement des données
qui a permis d’avoir une base de Cdc journalière de référence. Cette base a permis de détecter
des changements d’habitudes de consommation à l’échelle d’un consommateur, également à
des fuites d’eau ou à des phénomènes exceptionnels (tels que : fêtes, canicules ...). Di�érents
modèles prédictifs ont été également étudiés sur la consommation d’eau et de l’électricité de
di�érents types des bâtiments : tertiaire et privé. Dans ce cadre, nous avons procédé une
approche horaire et une évènementielle. La première a été réalisée avec une prévision des
Cdc échantillonnées en heure. Cependant, la deuxième a été réalisée avec une prévision des
séries temporelles naturellement échantillonnée selon l’ordre d’apparition en l’occurrence les
évènements datés.

Les contributions ont été élaborés dans les di�érents chapitres comme suit :
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Dans le chapitre 2, nous avons décrit les méthodes et les modèles machine learning utilisés
dans le cadre d’un processus de classi�cation, de prédiction ou de détection des anomalies
des consommations. Chaque méthode est étudiée par rapport aux recherches et aux travaux
existants selon le type de consommation (eau, électricité, gaz ...) et la précision des données
(horaire, journalière, saisonnière, ...). Nous avons toutefois introduit les contraintes et les
problèmes qui peuvent être recentrées en appliquant les méthodes ML qui correspondent à un
sur-apprentissage ou un sous apprentissage à travers la véri�cation du compromis biais/variance.

Dans le chapitre 3, nous avons présenté notre contribution sur la collecte des données de
consommation. Nous avons mis en œuvre une stratégie de collecte automatisée à partir des
compteurs d’eau et d’électricité intelligents. Cette collecte en temps réel nous a permis de
collecter des données de consommation dans di�érentes installations : tertiaire et privé.

La collecte continue nous a permis d’avoir di�érentes bases des données avec une taille et une
précision di�érentes. La taille de la base a dépendu de la période pendant laquelle nous avons
collecté et traité ces données. La précision était en fonction de sa disponibilité. En premier,
nous avons validé la technologie du compteur d’eau proposé par [1] à partir des index collectés.
Ces derniers ont o�ert la possibilité de monitorer et surveiller le bon fonctionnement de la
plateforme du comptage intelligente. Cette surveillance était basée sur la véri�cation du manque
des données à partir des watchdog fonctionnent en temps réel. Les données collectées sont
inégalement espacées dans le temps. A�n de comparer les consommations journalières, un
pré-traitement a été proposé. Il est basé sur la détermination du manque des données et la
transformation en des données également espacées dans le temps avec un échantillonnage
temporel.

Dans le chapitre 4, Nous avons proposé une première contribution sur le clustering des Cdc de
la consommation d’eau. Ce clustering a permis d’attribuer à chaque Cdc une classe caractérisée
par un pro�l journalier particulier (normale/anormale, jours d’activités/weekends, vacances,
fériés). Dans ce cadre, une approche probabiliste PDF a été proposée qui explore les pro�ls
de consommation d’eau journalière des utilisateurs a�n de rechercher une partie de cette Cdc
comportant le plus de consommation. Ainsi, nous avons été en mesure de les classi�er avec une
erreur très faible et un nombre de données plus restreint. Avec les portions des Cdc ayant la part
la plus importante de consommation, nous avons pu procéder à une classi�cation supervisée de
la consommation journalière en temps réel dans la journée et d’alerter le plus rapidement en
cas d’une consommation anormale. Nous avons mené une analyse plus détaillée de cette classe
de consommation anormale avec un cas d’étude de la consommation d’eau d’un RU.

Ensuite, notre deuxième contribution dans ce chapitre est la classi�cation des appareils élec-
triques représentés par des caractéristiques harmoniques déterminées à partir du courant de
charge agrégé. Plusieurs méthodes et algorithmes ML ont été implémentées et testées pour
classi�er ces appareils électriques : un MLP, un arbre de décision DT de type CART été mis
en place ainsi que la méthode des k-voisins les plus proches KNN. Ces méthodes consistent à
classi�er 8 appareils électriques en se basant sur leurs signatures harmoniques représentées par
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16 caractéristiques.

Les résultats montrent que la DT a donné les meilleures performances. Cependant, un problème
de sur-apprentissage peut apparaitre si l’arbre est trop profond et les données plus nombreuses.
Pour palier à ce problème, nous avons proposé deux approches ensemblistes qui ont consisté
à utiliser un ensemble de classi�cateurs optimaux basé sur une combinaison qui regroupe les
résultats issus des MLP et les principes de ECOC et OAA. L’étude et la comparaison des méthodes
classiques telles que la DT, KNN, MLP, a permis de comprendre les qualités respectives des
modèles ensemblistes de type ECOC et OAA. Dans le contexte de notre application, l’approche
ensembliste ECOC était plus performante par rapport aux modèles individuels MLP, le DT et le
KNN. Nous avons ainsi comparé les résultats obtenus avec l’approche ECOC avec les resultats
obtenus avec l’approhe OAA. Nous pouvons con�rmer que cette dernière a dépassé toutes les
autres classi�cations en terme de performance.

Une troisième contribution consiste à simpli�er les calculs à travers la diminution des car-
actéristiques des appareils électriques. Ceci a consisté en une analyse et une extraction des
caractéristiques. À partir de 16 initialisées pour chaque modèle de classi�cation, une analyse
avec un algorithme de gradient boosting basé sur un ensemble des arbres de décision a été
proposé pour attribuer des scores d’importance à chaque caractéristique. Cette méthode a été
testée sur quatre ensembles des données dont chacun se caractérise par un aspect di�érent :
bruitées, aléatoires, normales et tra�quées. Ainsi, la classi�cation avec un nombre plus réduit a
amélioré les performances de la classi�cation en taux et en durée.

Le chapitre 5 présente notre contribution pour la détection des anomalies de consommation,
en temps réel, en l’occurrence les fuites d’eau. En e�et, un algorithme de détection de fuite
a été proposé qui se base sur le débit minimum nocturne (MNF), la période maximale sans
consommation nulle (PWNC) et la Cdc maximale qui représente le plafond supérieur qu’une
consommation ne devrait pas le dépasser. Cet algorithme a permis de détecter les petites ainsi
que les grandes fuites. Le paramétrage de cet algorithme est lié au type du bâtiment.

Pour la prédiction de la consommation d’eau et d’électricité en terme horaire, nous avons testé
le modèle déterministe, SARIMA, MLP et LSTM. Le choix des modèles prédictifs a été basé sur
la nature de la série temporelle de la consommation.

• Le modèle déterministe traite la série selon les trois composantes essentielles : la saison-
nalité, la tendance et le bruit,

• Le modèle SARIMA, qui est à son tour, traite la série temporelle selon des variations
périodiques avec un caractère aléatoire,

• Le modèle MLP, qui est un réseau de neurones constitué de plusieurs couches, modélise
la série temporelle avec des fonctions non linéaires,

• Le modèle LSTM, qui est un réseau de neurones récurrent, modélise la série temporelle
avec des fonctions non linéaires en introduisant la mémoire des entrées précédentes.
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À partir de ces modèles individuels, di�érentes combinaisons ont été proposées pour former des
stacking permettant de réduire les erreurs de prévisions des modèles individuels. 11 di�érentes
combinaisons ont été proposées à partir de ces modèles individuels.

La prévision a été réalisée avec des Cdc de consommation parfaitement échantillonnées par
rapport au temps selon une précision horaire. Dans ce cas, nous avons remarqué que les modèles
combinés ont permis de réduire les erreurs et de trouver un compromis biais/variance pour la
prévision avec l’ensemble d’entrainement et l’ensemble de test.

Le chapitre 6 présente notre contribution pour la prévision des séries temporelles de consom-
mation qui correspondent aux données évènementielles. Ces séries ont permis une précision très
importante en seconde voir même en milliseconde et ont évité l’échantillonnage. Ces données
présentent toutefois une distribution très aléatoire et non linéaire di�cile de les modéliser par
la méthode mathématique déterministe.

Par rapport aux Cdc des consommations, les données ont été pré-traitées puis échantillonnées en
heures. Cela peut engendrer une modi�cation des données. Par conséquent, ces modi�cations
peuvent in�uencer la qualité des prévisions futures. Les séries temporelles qui correspondent
aux instants des évènements électriques ont été une solution permettant de constituer une
base des données qui re�ète le comportement réel de consommation. De ce fait, ces données
représentent des séries temporelles des évènements datés ont o�ert une possibilité d’analyser
et prédire les consommations sans pré-traitement préalable des données. Elles ont permis
également de fournir une précision de prévision très importante en seconde voir même en
milliseconde.

La prévision avec les séries temporelles des évènements datés est synchrone à la consommation
réelle. Cela permet d’optimiser le processus de prévision dans le cas où la série temporelle
présente des intervalles où la consommation est absente.

Les modèles hybrides sont moins adaptés aux séries temporelles que les Cdc de consommation.
Cela peut être expliqué par la complexité et le nombre important des données. Les modèles
de prédiction individuels ont montré leurs performances pour les séries temporelles de la
consommation d’eau et d’électricité. Nous avons ainsi remarqué que les modèles mathématiques
tels que SARIMA et le modèle déterministe ont bien modélisé le processus de consommation.
Cela con�rme notre hypothèse de départ pour la recherche de la saisonnalité non apparente
au sein de la série temporelle de consommation d’eau et qui n’était pas le cas avec les séries
temporelles de la consommation électrique.

Les di�érentes approches et algorithmes ont été appliqués et testés sur plusieurs jeux des
données couvrant di�érentes périodes de consommation. Nous avons pu valider et con�rmer
tous les résultats trouvés sur une masse de données plus grande. À titre d’exemple, la détection
des fuites proposée dans 5.2 est à jour et fonctionne depuis plus de deux ans. Une seule
intervention a été réalisée lors de l’installation d’un nouvel appareil qui consomme de l’eau.
Par conséquent, une mise à jour de MNF a été opérée.
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7.2 Perspectives

Nous proposons comme première perspective de généraliser les analyses proposées dans cette
thèse sur d’autres bâtiments pour envisager l’études d’autres comportements individuels ou
industriels. Les mêmes techniques peuvent être employées sur d’autres usages, avec d’autres
comportements, et donc d’autres classes. Cette étude permettrait de contribuer et de dé�nir de
nouveaux services et de nouveaux outils.

La deuxième perspective que nous proposons serait de calculer les pondérations associées aux
prédictions issues de chaque modèle individuel de manière di�érente. Une piste serait par
exemple, d’utiliser la méthode des arbres à gradient boostés pour déterminer un score ou une
importance qui pourrait servir à calculer les pondérations.

Détecter une fuite d’eau est un exercice di�cile surtout lorsqu’elle se produit et il y a d’autres
consommations. Une piste pour détecter les fuites quel que soit le contexte serait d’utiliser une
information plus précise que la consommation en lui en associant par exemple des données issues
d’un débitmètre. Ces informations permettraient de dé�nir des signatures de la consommation
d’eau de chaque appareil.

Une perspective supplémentaire serait d’analyser la corrélation qui existe entre la consommation
d’eau et la consommation d’électricité. Cette démarche est à nuancer parce qu’il n’y a pas
nécessairement de lien direct entre les deux grandeurs. Il serait donc judicieux de détecter
les périodes ou les phases pendant lesquelles les deux grandeurs sont liées. Ainsi les données
relatives à la consommation de la première grandeur permettrait de renforcer la prédiction de
la deuxième.

En�n, il serait intéressant de modéliser les consommations d’eau, d’électricité ou de gaz avec
des systèmes multi-agents. Dans cette modélisation, les agents représenteraient un usager,
un appareil, un consommateur, un regroupement d’appareils, un fournisseur, un distributeur,
etc. L’utilisation des systèmes multi-agents dans ce contexte o�riraient la possibilité de com-
biner implicitement les données de consommation des di�érents compteurs pour modéliser au
mieux les contraintes, les objectifs, les habitudes de tous les acteurs entre la production et la
consommation des ressources en eau, électricité et gaz.
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A.1 Liste des acronymes

AMI Advanced Metering Infrastruction
AMR Automatic Meter Reading
ANN Arti�ciel Neural Network
ARIMA Auto Regressive Integrated Moving Average
HAC Hierarchical Agglomerative Clustering
CART Classi�cation and Regression Trees
Cdc Courbe de charge
DT Decision Tree
CH Classi�cation Hiérarchique
DTW Dynamic Time Warping
ECOC Error Correcting Output Code
EM Expectation Maximisation
IoT Internet of Things
KDE Kernel Density Estimator
KNN k-Nearest Neighbors
LSTM Long Short Term Memory
ML Machine Learning
MLP Multi Layer Perceptron
MNF Minimum Night Flow
MSE Mean Squared Error
NILM Non-Intrusive Load Monitoring
OAA One Against All
PDF Probability Density Function
PWNC Period Without Null Consumption
ReLu Recti�ed Linear Unit
RMSE Root Mean Squared Error
RNN Reccurrent Neural Network
RU Restaurant Universitaire
SARIMA Seasonal ARIMA
SOM Self Organisation Maps
SQL Structured Query Language
WDN Water Distribution Network
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7)
8)

Figure A.1: Plateforme expérimentale IoT de l’acquisition de données de la consommation
électrique

A.2 Compteurs intelligents utilisés

A.2.1 Compteur intelligent d’électricité

Des expérimentations de recueil de données d’électricité sont proposées. Une première plate-
forme a été réalisée par [121] a�n de récolter la consommation d’électricité instantanée. La
consommation électrique est collectée à partir d’un point de mesure unique via un compteur
général. Le dispositif matériel est représenté dans la Fig. A.1. Dans cette �gure représente les
équipements installés dans le laboratoire IRIMAS (à l’IUT de Mulhouse).

Plusieurs d’autres compteurs ont été installés au fur et à mesure [122]. La plateforme de la
collecte de données de la consommation électrique est composé d’un wattmètre classique (Velle-
man EMDIN02 avec impulsions de sortie (1 impulsion pour 1 Wh)) et d’un capteur de lumière
à photo-résistance (LDR5516) comme le montre la Fig. A.1. Les données de consommation
envoyées par les compteurs intelligents et les transmettent à une plateforme cloud où elles sont
traitées a�n de renvoyer des informations utiles aux utilisateurs en temps réel. Les données
récoltées sont stockées sur le serveur de l’université.

Les technologies et les équipements techniques de la plateforme de la collecte de données de la
consommation électrique sont les suivants :
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Table A.1: Compteurs installés et utilisés pour la collecte de données d’eau et d’électricité

identi�ant type de compteur Précision de mesure type de bâtiment
6 compteur d’eau 1 litre tertiaire
10 compteur d’eau 10 litres tertiaire

2004 compteur d’eau 10 litres tertiaire
2005 compteur d’eau 1 litre tertiaire
2006 compteur d’eau 10 litres tertiaire
2007 compteur d’eau 1 litre privé

5 compteur d’électricité 800 imp= 1 kWh tertiaire
11 compteur d’électricité 1 imp=1 Wh tertiaire

206 compteur d’électricité 1 imp=0,1 Wh tertiaire

1. Capteur de puissance Velleman PM230 / E avec a�chage instantané de la consommation

2. 2 wattmètres (C1 et C2) de type Velleman EMDIN02 avec impulsions de sortie (1 impulsion
pour 1 Wh)

3. Barrette électrique connectée à C1 (sur laquelle sont connectés di�érents appareils)

4. Barrette électrique connectée à C2

5. Carte microcontrôleur

6. Capteur de température et d’humidité DHT11

7. Carte Raspberry Pi 3 B+

8. Capteur de lumière à photo-résistance (LDR5516)

A.2.2 Compteur intelligent d’eau

La consommation d’eau est collectée à partir d’un point de mesure unique via un compteur
général. Cette plateforme est proposée par [1]. Di�érents compteurs d’eau intelligents installés
au sein du bâtiment tertiaire éducatif (IUT de Mulhouse) sont représentés dans la Fig. A.2.

La transmission des messages est assurée par une fenêtre glissante composée de six émissions
redondantes, comme indiqué sur la Fig. A.3.

A�n de garantir la réception des informations, les transmissions sont numérotées de un à six et
peuvent être considérées comme des paquets indépendants dans la trame transmise. La longueur
du code lp de chaque paquet est limitée a�n de dé�nir une longueur de trame maximale Lf en
fonction de la technologie radio employée. Dans le cas de cette plateforme, le choix est basé sur
la longueur de Lf qui est limité à 120 octets maximum par trame transmise.
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a)

b) Compteur général

de la ville
2008

Entrée de l'eau

Compteur général
installé
2006

Figure A.2: a) Plateforme expérimentale de la collecte de données de la consommation d’eau, b)
compteur d’eau générale à l’IUT de Mulhouse
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Figure A.3: Principe de fonctionnement de la fenêtre coulissante pour assurer la redondance
des données transmises des compteurs d’eau intelligents à travers des trames successives [1]
Les compteurs d’eau et d’électricité installés dans les di�érents bâtiments correspondent aux

identi�ants comme il est �guré dans le Tableau A.1.
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A.3 Descriptifs des données de consommation

A.3.1 Données de consommation électrique

La transmission des données (requête) repose sur le protocole HTTP du Web. Dans la spéci�-
cation du protocole HTTP, GET permet de demander une page Web en lui transmettant des
paramètres.

Les données récoltées sont stockées sur le serveur de l’université que nous pouvons les con-
sultés via internet sous forme d’un tableau via l’adresse : http://www.mmi.iutmulhouse.uha.fr/
eread.php?idd=11&mm=12&yyyy=2020&bf=actualiser&iddd=&ppi=) . Cette adresse permet de
visualiser la consommation instantanée du compteur électrique avec l’identi�ant id=11 pendant
le mois mm=12 de l’année yyyy=2020.

La fonction "Load_Pulses(date)" permet la collecte des données de la consommation d’électricité
du côté client qui correspondent aux écarts temporels δi de chaque Wh consommé.

1 function [mD]= Load_Pulses(date)
2 format long;
3 meter = ’11’;
4 webfile = strcat(’http://www.mmi.iutmulhouse.uha.fr/etseries.php?idd=’, meter,’&ddate=’

,date);
5 Pulse=[’Power_Pulse_’ date];
6 urlwrite(webfile, [Pulse ’.txt’]);
7 fname=[Pulse ’.txt’];
8 fileID = fopen(fname,’r’);
9 Dir = fscanf(fileID, ’%s,’,1);

10 mD = fscanf(fileID, ’%d, ’);
11 fclose(fileID);
12 dd=sprintf(’%d-%d-%d %d:%d:%d.%d’, mD(1), mD(2), mD(3), mD(4), mD(5), mD(6), mD(7));
13 trs=datestr(dd,’dd-mmm-yyyy HH:MM:SS.FFF’);
14 trv=datevec(dd,’dd-mm-yyyy HH:MM:SS.FFF’);
15 trn=datenum(dd,’dd-mm-yyyy HH:MM:SS.FFF’);

Cette fonction prend comme entrée une date par exemple "2018-09-16" qui permet de collecter
les écarts temporels des Wh consommés pendant ce jour et les sauvegarder dans un vecteur
mD.

Les sept premières données collectées représentent la date de référence journalière qui est
l’écart temporel entre le premier et la deuxième Wh consommé. La huitième donnée représente
l’identi�ant du compteur qui est "11" dans cet exemple. Deux champs de séparation entre ces
données ainsi que les écarts temporels représentés par 0,0. Les données collectées correspondent
à la liste suivante :

1 [2020, 01, 01, 00, 00, 05, 152, 206, 0, 0, 7847, 8027, 10376, 9373, 10698, 9384,
2 10920,11152, 11137, 8500, 10734, 7115, 8223, 8518, 9928, 11203, 11410, 8733, 11238,
3 11456,11253, 12714, 9783, 7299, 9840, 11416, 11374, 9734, 8563, 10019, 9957, 11305,
4 8626, 10069, 10533, 11323, 12776, 11391, 12574, 7105, 8521, 9854, 8823, 11067, 9674,
5 9440, 8823, 6911, 10684, 8549, 8718, 9568, 9907, 10134, 7176, 8415, 9706, 9652, ...]
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Figure A.4: a) Cdc de la consommation d’énergie électrique et b) la Cdc de la puissance pendant
le 01/01/2020

A partir de ces données, plusieurs courbes pouvant être par la suite représenté telle qui cor-
respondent à la Cdc de l’énergie consommée et la courbe de la puissance moyenne qui sont
�gurées dans la Fig. A.4. L’énergie consommé pendant ce jour est le nombre des écarts temporels
collectés +1.

A.3.2 Données de consommation d’eau

De même que la collecte des données électrique, la transmission des données et sa collecte
(requête) repose sur le protocole HTTP du Web. Dans la spéci�cation du protocole HTTP, GET
permet de demander une page Web en lui transmettant des paramètres. La récupération de ces
données nécessite une connaissance d’un identi�ant et un mot de passe dé�nit au préalable
pour de chaque compteur.
La fonction WaterData ci-dessous permet la collecte de données de la consommation d’eau
côté client en terme d’index.

1 function [] = WaterData(meter, pwd)
2 webfile = strcat(’http://www.mmi.iutmulhouse.uha.fr/waterread.php?id=’, meter,’&pwd=’,

pwd);
3 localcsvfile2005=’localcsvfile2005’;
4 urlwrite(webfile, [localcsvfile2005 ’.csv’]);
5 webfile = ’http://www.mmi.iutmulhouse.uha.fr/water_data2005.csv’; localcsvfile2005=’

localcsvfile2005’;
6 urlwrite(webfile, [localcsvfile2005 ’.csv’]);
7 fileID = fopen([localcsvfile2005 ’.csv’]);
8 cdata = textscan(fileID,’%s %s %s %s %s %s %s %s %s %s %s %s %s %s %s %s %s %s %s %s %s

%s %s %s %s %s %s %s %s’);
9 fclose(fileID); %celldisp(cdata);

10 climit=’;’;
11 sdata(1)=size(cdata{1,1},1); % nb rows
12 sdata(2)=size(cdata,2); % nb columns
13 %removing the delimiters and data format conversion
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Figure A.5: a) Les évènements générés par le compteur d’eau, b) la Cdc de la consommation
d’eau et b) sa Cdc représentant le débit moyen d’eau consommé pendant le 22/01/2018

14 cdata{1,1}=strrep(cdata{1,1}, climit,’’);
15 ndata=cellfun(@str2double,cdata{1,1}(:));
16 cdata{1,3}=strrep(cdata{1,3}, climit,’’);
17 for ii=5:sdata(2)-1
18 cdata{1,ii}=strrep(cdata{1,ii}, ’;’,’’);
19 ndata(:,ii-2)=cellfun(@str2double,cdata{1,ii}(:));
20 end
21 strame=cdata{1,29};
22 %% date format conversion
23 for ii=1:sdata(1)
24 ndata(ii,2)=datenum(sprintf(’%s %s’, char(cdata{1,2}(ii)), char(cdata{1,3}(ii))));
25 ndata(ii,3)=datenum(sprintf(’%s %s’, char(cdata{1,4}(ii)), char(cdata{1,5}(ii))));
26 end
27 clear cdata
28 %% save into a mat file
29 save([localcsvfile2005 ’.mat’], ’ndata’, ’sdata’);
30 %example to plot mes_count in time axis
31 figure;
32 plot(ndata(:,3), ndata(:,4)/1000, ’.’)
33 datetick(’x’, ’dd.mmm.yy’,’keeplimits’, ’keepticks’)
34 xlabel(’Time’);
35 ylabel(’m^3’);
36 grid on;

Le Tableau A.2 correspond aux 10 premiers index d’eau collectés à partir de la plateforme
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A.3 Descriptifs des données de consommation

proposée. Le dernier champs dans le tableau consiste aux données de dataframe représentant
toutes les informations concernant la consommation d’eau en chaque instant, transmises vers
le serveur et sauvegardées dans la base de données. Il représente les 7 premiers champs du
tableau cryptés et compressé selon la stratégie proposée dans la thèse de Spiegel [1].

Il est possible de collecter les évènements de la consommation d’eau en terme des écarts
temporels δi des litres d’eau consommés. A partir de toutes ces données, plusieurs courbes
peuvent être par la suite représenté comme dans la Fig A.5. Ces courbes correspondent à la
série temporelle des évènements, qui sont sous forme des impulsions de 1 litre dans a), la Cdc
cumulée dans b), et la courbe de débit moyen représentées dans c).
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A.4 Schémas de décomposition de Cdc ainsi que les séries temporelles avec le modèle
déterministe

i. Méthode analityque : Méthode Buys et Ballot
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Figure A.6: Application de la méthode graphique avec a) la méthode de bande, b) la méthode de
pro�l ainsi que c) la méthode de Buys et Ballot pour identi�er le schéma de décomposition des
données

A.4 Schémas de décomposition de Cdc ainsi que les séries tem-
porelles avec le modèle déterministe

L’application de la méthode de bande, dé�nie dans 2.5.1, sur les di�érentes données de consom-
mation est présentée dans cette section. En e�et, l’identi�cation du schémas de décomposition
de Cdc ainsi que les séries temporelles avec le modèle déterministe est validée par la méthode
graphique et analytique comme suit. Nous avons remarqué que l’identi�cation du schémas de
décomposition de toutes nos données est réalisée de la même manière.
Les graphiques montre plus au moins que les droites passant par les minima des données et les
autres droites passant par ses maxima ne sont pas parfaitement parallèles. En outre, l’application
de la méthode du pro�l a montré que les courbes en superpositions sur les données sur les
données qui représentent la saisonnalité. De ce fait, nous pouvons déduire que les schéma de
décomposition de toutes nos données est de type multiplicatif.
La Fig. A.6 est un exemple de représentation graphique permettant à identi�er le schéma de
décomposition des données pour la modélisation déterministe.
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