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Résumé

es systémes de suivi des cultures jouent un roéle essentiel dans I’évaluation

de la production agricole dans le monde. De nos jours, la disponibilité de
plusieurs sources d’information satellitaire a large échelle, a haute résolution
spatiale et a forte répétitivité temporelle, conjointe a I’essor des techniques
d’apprentissage profond, offrent de nouvelles perspectives aux systémes de
suivi des cultures pour I’évaluation de la production agricole. Dans cette
thése, nous explorons des pistes méthodologiques pour améliorer le suivi de
la production agricole a partir de la télédétection multi-source et des tech-
niques d’apprentissage profond. Nous proposons deux méthodes pour carac-
tériser 'occupation du sol et identifier les surfaces cultivées. La premiére
approche est basée sur des réseaux de neurones récurrents équipés de mé-
canismes d’attention, employant des séries temporelles multi-sources radar
et optique ainsi que des connaissances spécifiques de domaine. La seconde
approche repose sur des réseaux de neurones convolutifs et explore davan-
tage la combinaison multi-source et surtout multi-échelle grace a I'intégration
d’une source optique a trés haute résolution spatiale. Nous évaluons ces mé-
thodes & des échelles territoriale et locale en ayant systématiquement un
regard croisé sur des sites d’études contrastés en agriculture conventionnelle
et petite agriculture familiale. Nous menons également un travail d’investi-
gation sur 'estimation et la prévision des rendements des surfaces cultivées,
a 1’échelle locale de la petite agriculture familiale en employant des séries
temporelles multi-sources radar et optique. Dans ce contexte en outre limité
par la disponibilité de données de référence, nous évaluons le potentiel de
méthodes d’apprentissage profond par rapport a des approches tradition-
nellement utilisées. Globalement, I'évaluation des approches proposées pour
identifier les surfaces cultivées montre que les techniques d’apprentissage pro-
fond semblent mieux adaptées que les méthodes traditionnelles d’apprentis-
sage automatique pour tirer parti de la complémentarité des données multi-
sources, multi-temporelles et multi-échelles & mesure qu’il y ait une quantité
suffisante de données pour leur entrainement supervisé. Le travail d’investi-
gation réalisé pour I'estimation et la prévision des rendements n’a par contre
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pas révélé de plus-value manifeste dans ’emploi de ces méthodes. Dans ce
dernier cas, le contexte limité en données d’entrainement semble en étre la
principale explication.

Mots-clefs : Production agricole, Occupation du sol, Estimation et pré-
vision des rendements, Données multi-sources, multi-temporelles et multi-
echelles, Images radar et optique, Apprentissage supervisé, Réseaux de neu-
rones récurrents, Réseaux de neurones convolutifs.



Abstract

rop monitoring systems play a key role in the assessment of crop pro-
duction worldwide. Nowadays, a plethora of Earth observation systems
providing large scale multi-source information with high spatial and temporal
resolutions, as well as the breakthrough induced by the deep learning have
opened up new opportunities for crop monitoring systems in crop production
assessment. This thesis investigates methodological trails in order to enhance
crop production monitoring through the use of multi-source remote sensing
and deep learning. We propose two methods for land cover mapping and
cropland identification. The first approach is based on recurrent neural net-
works equipped with attention strategies which employ multi-source radar
and optical time series as well as specific domain knowledge. The second
approach is built on convolutional neural networks and further explores the
combination of multi-source and multi-scale information especially, thanks
to the integration of a very high spatial resolution optical source. We assess
our proposals on territorial and local scales through a range of study sites
with various landscapes, agro-climatic conditions and agricultural practices,
which are located in smallholder agriculture systems and more conventional
ones. We also investigate the estimation and forecasting of crop yields at
the local scale of smallholder agriculture, using multi-source radar and op-
tical time series. In this context, also characterized by a limited amount
of ground reference data, we assess the potential of deep learning methods
compared to commonly used modeling approaches. The evaluation of our
proposals for the setting of land cover mapping and cropland identification
shows that deep learning techniques seem well suited than common machine
learning approaches to leverage the complementarity of multi-source, multi-
temporal and multi-scale information, as there is sufficient amount of data
for the training stage. On the other hand, the investigation carried out for
crop yield estimation and forecasting did not show significant contributions
from these methods. In this latter setting, the limited amount of ground
reference data seems to be the main explanation.
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Keywords: Crop production, Land cover mapping, Yield estimation and
forecasting, Multi-source, Multi-temporal, Multi-scale remote sensing, SAR
and optical images, Supervised learning, Deep learning, Recurrent neural
networks, Convolutional neural networks.
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Introduction

Contexte et problématique

Dans un monde en perpétuel changement fait de fortes mutations dé-
mographiques, environnementales et économiques, une augmentation sub-
stantielle de la production agricole mondiale est nécessaire pour atteindre la
sécurité alimentaire globale, comme le prévoient a I’horizon 2030 les objectifs
de développement durable de PTONU (United Nations, 2015). Les systémes
de suivi des cultures jouent un roéle essentiel pour la sécurité alimentaire
car ils permettent de fournir et tenir & jour des informations sur la produc-
tion agricole dans le monde. Ces informations sont ainsi mises a disposition
d’acteurs et de décideurs ceuvrant par exemple a la prévention et a l’antici-
pation des pénuries alimentaires & travers des réponses politiques adaptées.
A ce jour, il existe plusieurs systémes majeurs de suivi des cultures opéra-
tionnels a l'échelle de régions, de nations ou de continents. Dans un ordre
chronologique, quelques uns de ces systémes majeurs sont : GIEWS (Global
Information and Early Warning System) initié par la FAO dans les années
70, FEWS NET (Famine Early Warning Systems Network) de 'USAID éta-
bli en 1985, MARS (Monitoring Agriculture with Remote Sensing) du centre
commun de recherche de la commission européenne (JRC) en 1988, Crop-
Watch (Wu et al., 2014) introduit par 'TRSA en Chine en 1998, GEOGLAM
(GEO GLobal Agricultural Monitoring) du groupe sur l'observation de la
Terre (GEO) en 2013 ou encore ASAP (Anomaly Hotspots of Agricultural
Production) du JRC en 2017 venu compléter MARS (Rembold et al., 2017,
2019).

La production agricole est définie comme le produit entre les surfaces
cultivées et les rendements associés. Dans la plupart des systémes existants,
la cartographie des surfaces cultivées est obtenue a partir d'une synthése de
plusieurs produits globaux d’occupation du sol (Fritz et al., 2015; Waldner
et al., 2016; Pérez-Hoyos et al., 2017). Cette pratique est néanmoins approxi-
mative car des contradictions importantes ont été montrées entre les divers
produits utilisés (Fritz et al., 2011; Waldner et al., 2015; Pérez-Hoyos et al.,

XVvii
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2017). De plus, ces produits globaux réalisés a partir de données de télédétec-
tion a basse résolution spatiale n’ont pas été développés pour répondre a des
problématiques agricoles et présentent de fortes incertitudes quant a la locali-
sation des surfaces cultivées surtout en paysages agricoles complexes (Leroux
et al., 2014). En définitive, elles ne permettent pas de répondre aux spécifici-
tés de toutes les régions (Waldner and Defourny, 2017). Quant a la prévision
des rendements, elle est pour la plupart, non quantitative mais qualitative.
Les systémes existants donnent surtout un apergu de 1’état de développement
des cultures en faisant des comparaisons avec des tendances passées afin de
révéler des anomalies pouvant impacter les rendements a la récolte (Rembold
et al., 2013). Cette évaluation qualitative est grandement basée sur I’analyse
d’indices de végétation obtenus par télédétection. L’exemple le plus récent
de systéme de suivi dans ce cas est ASAP (Rembold et al., 2019). 11 existe
donc présentement des insuffisances aux principaux systémes de suivi des
cultures dans l'estimation des surfaces cultivées et des rendements associés
permettant ’évaluation de la production agricole.

La potentiel de la télédétection pour le suivi de 'agriculture a été révélé
depuis plusieurs décennies (Tucker, 1979). De nombreuses études contribuant
a l’évaluation de la production agricole par la cartographie de 'occupation
des sols ou 'estimation des rendements se sont ainsi succédées. Les premiéres
initiatives se fondaient surtout sur des données de télédétection optique a
basse résolution spatiale comme NOAA AVHRR (1 km) et par la suite MO-
DIS (250 m). L’avénement des satellites des programmes Landsat ou SPOT a
également marqué de son empreinte ces applications en proposant des résolu-
tions spatiales améliorées (respectivement 15/30 m et 10/20 m). La démocra-
tisation des technologies d’observation de la Terre s’est dés lors poursuivie
jusqu’a présent si bien que plusieurs sources de données satellitaires sont
maintenant accessibles a large échelle sans cotit pour améliorer le suivi des
cultures. L’un des derniers exemples en date est celui du programme Coper-
nicus de 'ESA avec les satellites Sentinel (Berger et al., 2012), notamment
Sentinel-1 et Sentinel-2 qui fournissent des images multi-modales respecti-
vement radar et optique de la surface terrestre a hautes résolutions spatiale
(jusqu’a 10-m) et temporelle (jusqu’a 5 jours). Aujourd’hui, la télédétection
multi-source représente une aubaine pour ’amélioration des systémes de suivi
des cultures au vu de la complémentarité existante et établie entre les don-
nées multi-sources (Schmitt and Zhu, 2016; Veloso et al., 2017). Toutefois, les
applications existantes a I’heure actuelle sont encore majoritairement basées
sur l'utilisation de données satellitaires mono-source notamment optiques.

La combinaison de données multi-source est une tache délicate. Pour en
tirer le meilleur parti, des techniques adaptées sont requises pour exploiter
a la fois les spécificités des sources et leur complémentarité. De nos jours,
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lorsqu’il est question d’analyse et de traitement du signal, la communauté
scientifique s’oriente de plus en plus vers les techniques d’apprentissage pro-
fond (Lecun et al., 2015; Schmidhuber, 2015). Ces techniques sont aujourd’hui
omniprésentes dans de nombreux domaines d’application comme la vision par
ordinateur ou le traitement automatique du langage. Suite aux succés ren-
contrés dans ces champs, ils se sont largement exportés a d’autres domaines
comme celui du suivi de I’agriculture, notamment par télédétection (Kami-
laris and Prenafeta-Boldua, 2018), avec des applications en classification de
l'occupation du sol (Kussul et al., 2017; Ienco et al., 2017; Rufswurm and Kor-
ner, 2018) et estimation des rendements des cultures (You et al., 2017; Khaki
and Wang, 2019; Wolanin et al., 2020). La quintessence des techniques d’ap-
prentissage profond réside dans leur capacité a découvrir automatiquement
des caractéristiques optimisées pour des taches d’apprentissage spécifiques.
Les réseaux de neurones convolutifs et récurrents, deux des méthodes les
plus courantes en apprentissage profond, permettent respectivement de mo-
déliser 'auto-corrélation spatiale existante dans des images et d’analyser les
dépendances au sein de données séquentielles comme des séries temporelles.
En raison de leur adéquation pour le traitement d’images et de séries tempo-
relles, les techniques d’apprentissage profond offrent aujourd’hui de nouvelles
perspectives pour mieux combiner ou fusionner les données multi-sources de
télédétection.

Objectifs

Au regard des insuffisances mises en évidence quant a 1’évaluation de la
production agricole par les systémes de suivi des cultures, de 'opportunité
offerte par la télédétection multi-source pour améliorer le suivi des cultures et
des nouvelles perspectives apportées par I'apprentissage profond pour le cou-
plage des données satellitaires multi-modales ou multi-sources, notre objectif
global dans cette thése consiste en 'exploration de pistes méthodologiques
pour améliorer le suivi de la production agricole a partir de la télédétection
multi-source et des techniques d’apprentissage profond.

Cet objectif de base se décline en deux objectifs spécifiques : caractériser
I’occupation du sol pour identifier entre autres les surfaces cultivées ainsi
qu’estimer et prévoir les rendements sur ces surfaces cultivées. Indépendam-
ment de ces objectifs spécifiques, nous nous posons les questions de recherche
suivantes :

— les techniques d’apprentissage profond seront-elles en toute circons-

tance meilleures que les méthodes classiques en apprentissage auto-
matique et ceci sur des sites d’étude contrastés localisés a la fois en
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agriculture conventionnelle et petite agriculture familiale ?

— quel est le comportement des méthodes d’apprentissage profond vis-
a-vis de données d’apprentissage limitées ce qui est le propre des scé-
narios plus ou moins opérationnels ?

Pour répondre a notre objectif de base ainsi que nos questions de re-

cherche, nous avons ainsi proposé pour la caractérisation de 'occupation du
sol, en un premier temps, une méthode basée sur des réseaux de neurones
récurrents employant des séries temporelles multi-sources radar et optique.
Ensuite, nous avons proposé une seconde méthode basée sur des réseaux
de neurones convolutifs et exploré davantage la combinaison multi-source et
surtout multi-échelle par I'ajout d’une source optique a trés haute résolu-
tion spatiale aux séries temporelles précédentes. Dans notre démarche, nous
avons travaillé a la fois a des échelles territoriale et locale en ayant systéma-
tiquement un regard croisé vis-a-vis de I’application de nos méthodes sur des
sites d’étude contrastés par leurs paysages, leurs conditions agro-climatiques
et leurs pratiques culturales. Ces sites sont localisés a la fois en agriculture
conventionnelle et en petite agriculture familiale.
Quant a la modélisation des rendements sur les surfaces cultivées, identifiées
grace a la caractérisation de I'occupation du sol, nous avons traité d’une ap-
plication a la culture du mil dans le cas de la petite agriculture familiale
en Afrique subsaharienne. Dans un contexte ot les données d’apprentissage
disponibles sont tres limitées, nous avons réalisé un travail d’investigation
sur l'estimation et la prévision des rendements du mil & une échelle locale &
partir de séries temporelles multi-source radar et optique tout en évaluant le
potentiel de méthodes d’apprentissage profond par rapport & des approches
traditionnellement utilisées.

Plan de la thése

Cette these est subdivisée en quatre chapitres aprés cette introduction.

Le chapitre 1 pose des notions de base pour une compréhension optimale des
travaux réalisés. Nous y reportons dans une premiére section les principes
fondamentaux de la télédétection aussi bien optique que radar et décrivons
les programmes spatiaux constituant les sources d’images satellitaires uti-
lisées tout au long des recherches menées. Dans une seconde section, nous
fournissons les éléments principaux de 'apprentissage automatique en nous
focalisant sur les techniques d’apprentissage profond auxquelles nous avons
eu recours dans nos travaux.

Le chapitre 2 est quant a lui dédié a la présentation des données utilisées dans
nos travaux. Nous présentons en premier nos sites d’études, leurs spécificités
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ainsi que les données qui y sont collectées. Vient ensuite la partie consacrée
a la description des prétraitements réalisés sur ces données en 1’occurrence
ceux effectués sur les images satellitaires.

Le contenu des chapitres suivants (3 et 4) est au coeur des travaux menés
dans cette thése. Les deux chapitres viennent apporter des pistes de réponse
a notre objectif général et s’articulent autour de trois articles scientifiques :

[Gbodjo et al., 2020] Y. J. E. Gbodjo, D. Ienco, L. Leroux, R. Interdo-
nato, R. Gaetano, and B. Ndao, “Object-Based Multi-Temporal and Multi-

Source Land Cover Mapping Leveraging Hierarchical Class Relationships,” in
Remote Sensing, vol. 12, no. 17, p. 2814, Aug. 2020, doi:10.3390/rs12172814.

[Gbodjo et al., 2021a] Y. J. E. Gbodjo, O. Montet, D. Ienco, R. Gaetano
and S. Dupuy, “Multi-sensor Land Cover Classification With Sparsely Anno-
tated Data Based on Convolutional Neural Networks and Self-Distillation,” in
IEEE Journal of Selected Topics in Applied Earth Observations and Remote
Sensing, vol. 14, pp. 11485-11499, 2021, doi:10.1109/JSTARS.2021.3119191.

[Gbodjo et al., 2021b] Y. J. E. Gbodjo, D. Ienco and L. Leroux, “Bench-
marking statistical modelling approaches with multi- source remote sensing

data for crop yield monitoring in Sub-Saharan Africa,” in International Jour-
nal of Remote Sensing, 42 :24, 9285-9308, doi:10.1080/01431161.2021.1993465

Le chapitre 3 est lié aux deux premiers articles. Il traite de la caractéri-
sation de l'occupation du sol pour identifier les surfaces cultivées a partir
des techniques d’apprentissage profond et de la télédétection multi-source.
Nous reportons dans deux sections successives nos différentes contributions
méthodologiques : tout d’abord celles du premier article puis du second. Le
fonctionnement de chaque méthode est tout d’abord présenté dans la section
dédiée. Ensuite, le protocole expérimental d’évaluation englobant les sites
d’étude, les données utilisées et les approches de comparaison, est décrit. En-
fin les résultats de I’évaluation sont présentés et discutés.

Le chapitre 4 fait référence au troisiéme et dernier article cité. Il traite de I'es-
timation et de la prévision des rendements avec une application a la culture
du mil dans le cas de la petite agriculture familiale en Afrique subsaharienne.
Nous y évaluons le potentiel des techniques d’apprentissage profond par rap-
port aux approches traditionnelles a travers la combinaison multi-source dans
un contexte trés limité en données d’apprentissage.

En dernier lieu, nous concluons ces travaux de thése en résumant leurs prin-
cipales contributions et ouvrons sur quelques perspectives du point de vue
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de leur intégration aux systéemes de suivi des cultures.
Nous avons également communiqué sur ces travaux de thése lors de colloques
nationaux et actes de conférences internationales.

e Y. J. E. Gbodjo, D. Ienco, L. Leroux, R. Interdonato, R. Gaetano and
B. Ndao, “RNN-based Multi- Source Land Cover Mapping : Applica-
tion to a West African Agricultural Landscape,” in 1" Symposium of
GdR MADICS, June 2019, Rennes, France.

e Y. J. E. Gbodjo, L. Leroux, R. Gaetano and B. Ndao, “RNN-based
Multi-Source Land Cover mapping : An application to West African
landscape,” in MACLEAN Workshop ECML PKDD 2019, September
2019, Wurzburg, Germany.

e Y. J. E. Gbodjo, D. Ienco, L. Leroux, R. Interdonato, and R. Gaetano,
“Fine grained classification for multi-source land cover mapping,” in
Computer Vision for Agriculture Workshop ICLR 2020, April 2020
Addis-Abeba, Ethiopia.

En marge des articles auxquels sont associés les travaux de cette thése, nous
avons aussi mené d’autres recherches toujours en lien avec la classification
de l'occupation du sol et I'estimation des rendements qui ont donné lieu a
d’autres publications dans des revues scientifiques a comité de lecture :

e Y. J. E. Gbodjo, D. Ienco and L. Leroux, “Toward Spatio—Spectral
Analysis of Sentinel-2 Time Series Data for Land Cover Mapping,”
in IEFE Geoscience and Remote Sensing Letters, vol. 17, no. 2, pp.
307-311, Feb. 2020,doi:10.1109/LGRS.20
19.2917788.

e D. Ienco, Y. J. E. Gbodjo and R. Gaetano, “Generalized Knowledge
Distillation for Multi-Sensor Remote Sensing Classification :An Ap-
plication to Land Cover Mapping,” in ISPRS Annals of Photogram-

metry, Remote Sensing and Spatial Information Sciences, 2020, vol.
5, p. 997-1003, doi:10.5194 /isprs-annals-V-2-2020-997-2020.

e D. Ienco, Y. J. E. Gbodjo, R. Gaetano and R. Interdonato, “Weakly
Supervised Learning for Land Cover Mapping of Satellite Image Time
Series via Attention-Based CNN,” in IEEFE Access, vol. 8, pp. 179547-
179560, 2020, doi:10.1109/ACCES
S.2020.3024133.


https://doi.org/10.1109/LGRS.2019.2917788
https://doi.org/10.1109/LGRS.2019.2917788
https://doi.org/10.5194/isprs-annals-V-2-2020-997-2020
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e A. M. Censi, D. Ienco, Y. J. E. Gbodjo, R. pensa and R. Gaetano,
“Attentive Spatial Temporal Graph CNN for land cover mapping from
multitemporal remote sensing data,” in IEEE Access, vol. 9, pp. 23070-
23082, 2021, doi:10.1109/ACCESS.20
21.3055554.

e L. Leroux, G.N. Falconnier, A.A. Diouf, B. Ndao, Y. J. E. Gbodjo,
L. Tall, A.A. Balde, C. Clermont-Dauphin, A. Bégué, F. Affholder,
O. Roupsard, “Using remote sensing to assess the effect of trees on
millet yield in complex parklands of Central Senegal,” in Agricultural
Systems, vol. 184, 2020, 102918, doi:10.1016/j.agsy.2020.10
2918.
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2 CHAPITRE 1. Télédétection et Apprentissage Automatique

1.1 Télédétection

La télédétection désigne un ensemble de techniques permettant la me-
sure a distance de propriétés physiques caractéristiques d’objets étudiés. Ces
techniques englobent plusieurs étapes qui vont de 'acquisition de la mesure
jusqu’au traitement et l'analyse de cette information. Quoi qu’il en soit, ce
processus met en ceuvre un ou plusieurs capteurs embarqués sur une plate-
forme mobile. Les capteurs sont du type caméra, radar, laser ou sonar tandis
que les plate-formes peuvent étre des satellites, avions, navires ou méme
drones. Ainsi, en fonction des capteurs et plate-formes utilisés, nous distin-
guons plusieurs types de télédétection. Dans cette thése, nous nous intéres-
sons principalement a la télédétection spatiale notamment par les satellites
d’Observation de la Terre (OT).

Le principe de base de la télédétection repose sur la mesure du rayon-
nement émis ou réfléchi par les objets dans différents domaines du spectre
électromagnétique (Figure 1.1). L’exploitation des domaines du visible et de
I'infrarouge du spectre électromagnétique définit les systémes de télédétection
optique tandis que celui des micro-ondes définit les systémes de télédétection
radar.

40GHz 265 18 12 8 4 2 1 0.3 GHz
Bandes (Ka| K |[Ku| X | C | S | L | P

Fréquence
(Hertz)

6x101® 3
Rayons y Rayons X Ultraviolet Visible | Infrarouge Micro-ondes Ondes Radio
5x1012 108

Longueur d’onde
(metre)

Bleu Rouge Proche Infrarouge | Infrarouge
9 infrarouge moyen lointain

465 nm 482 497 560 625 780 1,4 ym 3um 1mm

Figure 1.1 — Les différents domaines du spectre électromagnétique

1.1.1 Satellites optiques

Les satellites optiques d’OT emploient le plus souvent des radiométres
multi-spectraux comme capteurs. Ces derniers sont dits passifs car ils ex-
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ploitent le rayonnement électromagnétique ayant pour source le soleil. Ces
capteurs recoivent et mesurent une partie du rayonnement solaire réfléchi
ou absorbé puis émis en leur direction par ’atmosphére et les objets de la
surface terrestre. Les capteurs optiques analysent divers domaines du spectre
électromagnétique, couramment : le visible, le proche infrarouge, 'infrarouge
thermique et le moyen infrarouge. Cette capacité a analyser la réponse spec-
trale! des objets dans plusieurs longueurs d’onde du spectre électromagné-
tique définit la richesse ou résolution spectrale des satellites optiques. Cette
richesse spectrale met en exergue des propriétés caractéristiques des surfaces
sur lesquelles se fondent notamment les indices spectraux de télédétection.
Un exemple notoire est celui de la végétation qui absorbe trés fortement les
longueurs d’ondes du rouge et réfléchit tout autant dans la méme proportion
les longueurs d’ondes du proche infrarouge. Nous détaillons plus bas quelques
indices spectraux de télédétection notamment des indices de végétation.

Un autre aspect particuliérement important des satellites d’OT en géné-
ral réside dans les résolutions spatiale et temporelle qui les caractérisent. Le
premier définit 'emprise au sol du plus petit détail perceptible par le satellite
tandis que 'autre se rapporte a l'intervalle de temps au bout duquel un méme
point vertical & la surface pourra étre de nouveau observé. Au cours de ces
cinquante années d’OT, les programmes et missions spatiales se sont succédés
en améliorant sans cesse les résolutions spatiales et temporelles. Ainsi, nous
disposons aujourd’hui d’une archive importante de données satellitaires op-
tiques multi-source 2, multi-échelle® et multi-temporelle*. Dans cette thése,
nous avons exploité des données provenant des satellites optiques Sentinel-
2, PlanetScope, SPOT-6/7. Nous décrivons ci-aprés les caractéristiques de
chacune de ces missions.

Sentinel-2

Sentinel-2 fait partie de la famille de satellites Sentinel de 'ESA desti-
née & assurer la continuité de la mission ENVISAT arrétée en 2012. Sentinel
représente le volet spatial du programme Copernicus (ex GMES) de 1'Union
Européenne visant a doter I’Europe d’une capacité autonome et opération-
nelle en matiére d’OT notamment pour la surveillance de ’environnement
et la sécurité (Drusch et al., 2012). Sentinel-2 est la composante du pro-
gramme devant fournir des images optiques a haute résolution spatiale mais

1. Résultat de l'interaction entre un rayonnement incident et une cible irradiée

2. Données provenant de divers satellites d’OT

3. Données disponibles a diverses résolutions spatiales de la plus grossiére (kilomé-
trique) & la plus fine (centimétrique)

4. Données disponibles sur des territoires observées de maniére répétitive dans le temps
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aussi temporelle permettant I’observation des surfaces émergées et la mise en
place de services destinés aux situations d’urgence comme les catastrophes
naturelles. La mission Sentinel-2 se référe en fait a deux satellites identiques
Sentinel-2A et Sentinel-2B lancés successivement en 2015 et 2017 et circulant
en déphasage de 180° sur la méme orbite héliosynchrone. Les deux satellites
embarquent I'instrument MSI qui dispose de 13 bandes spectrales dans les
domaines du visible et de 'infrarouge avec une résolution spatiale comprise
entre 10 et 60 métres (Tableau 1.1). Les satellites Sentinel-2 sont configurés
pour fournir une image des terres émergées a intervalle de 5 jours dans le
meilleur des cas. La grande richesse spectrale couplée a la capacité d’obser-
vation temporelle élevée de la mission Sentinel-2 constituent 1& son véritable
apport dans le domaine de ’OT.

Tableau 1.1 — Caractéristiques spectrales de 'instrument MSI

Bande Domaine spectral Longueurs Résolution
spectrale d’onde (pm) spatiale (m)
1 Aérosols 0.433 — 0.453 60

2 Bleu 0.457 — 0.522

3 Vert 0.542 — 0.577 10
4 Rouge 0.65 — 0.68

5 Red Edge 0.697 — 0.712

6 Red Edge 0.732 — 0.747 20
7 Red Edge 0.773 — 0.793

8 Proche Infrarouge 0.836 — 0.847 10
8A Proche Infrarouge étroit  0.855 — 0.875 20
9 Vapeur d’eau 0.935 — 0.955 60
10 Cirrus 1.365 — 1.395

11 Infrarouge moyen 1.565 — 1.655 20
12 Infrarouge moyen 2.181 - 2.199

PlanetScope

PlanetScope représente une constellation de nano-satellites ou CubSats
de dimensions 10 x 10 x 30 centimeétres exploitée par la société privée amé-
ricaine Planet®. Cette constellation de plus de 180 nano-satellites baptisées
Doves produit quotidiennement des images complétes de la Terre a trés haute

5. https://www.planet.com/products/planet-imagery/
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résolution spatiale variant entre 3 et 5 métres. Elles disposent de 4 bandes
spectrales dans le domaine du visible et du proche infrarouge (Tableau 1.2).
La trés haute résolution spatiale des images PlanetScope couplée a la répétiti-
vité temporelle accrue des acquisitions est destinée a supporter des opérations
telles que le suivi des changements climatiques, la prévision les récoltes, la
gestion des catastrophes ou encore la mise au point d’applications urbaines.
Les images PlanetScope sont commerciales mais peuvent étre rendues libre-
ment accessibles dans la cadre de programmes d’éducation et de projets de
recherche.

Tableau 1.2 — Caractéristiques spectrales des Doves PlanetScope

Bande spectrale Domaine spectral Longueurs d’onde (pm)

1 Bleu 0.455 — 0.515
2 Vert 0.500 — 0.590
3 Rouge 0.590 — 0.670
4 Proche Infrarouge 0.780 — 0.860

SPOT-6/7

SPOT-6 et SPOT-7 sont les deux derniers satellites issus de la famille
de satellites SPOT. Lancés successivement en 2012 et 2014, cette quatrieme
génération de satellites vient prendre le relais du prédécesseur SPOT-5 arrivé
a terme en 2015 et assurer ainsi la continuité du programme SPOT jusqu’en
2024. Equipés d’instruments identiques, les satellites SPOT-6 et SPOT-7
fournissent des images trés haute résolution spatiale (jusqu’a 1.5 m) avec
une capacité de revisite individuelle de 1 & 3 jours ou quotidienne en les
couplant ce qui permet diverses sortes d’applications en défense et sécurité,
cartographie, agriculture ou environnement. Les images SPOT-6/7 disposent
d’une bande panchromatique et de bandes multispectrales dans les domaines
du visible et du proche infrarouge (Tableau 1.3). Les images SPOT-6/7 sont
commercialisées par la société Airbus Defence & Space® mais sont mises en
libre accés pour les acteurs publics et institutions de recherche dans le cadre
d’initiatives comme le projet EQUIPEX GEOSUD7 ou plus récemment le
dispositif DINAMIS 8.

6. https://www.airbus.com/space/earth-observation.html
7. http://ids.equipex-geosud.fr/
8. https://dinamis.data-terra.org/
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Tableau 1.3 — Caractéristiques spectrales des satellites SPOT-6/7

Bande spectrale  Longueurs d’onde (pm) Résolution spatiale (m)

Panchromatique 0.450 — 0.520 1.5
Bleu 0.450 — 0.520
Vert 0.530 — 0.590 6
Rouge 0.625 — 0.695
Proche Infrarouge 0.760 — 0.890

Indices spectraux

Les indices spectraux de télédétection sont obtenus a partir d’opéra-
tions arithmétiques mises au point empiriquement sur les bandes spectrales
d’images satellitaires et ont pour but de mettre en évidence des caractéris-
tiques ou propriétés précises d’objets observés. Les indices de végétation par
exemple rendent compte de l'activité photosynthétique du couvert et per-
mettent de suivre sa dynamique. Ils sont également utilisés pour estimer sa
productivité et dériver tout un panel de parameétres biophysiques comme la
biomasse, l'indice de surface foliaire (LAI) ou la fraction de rayonnement
photosynthétiquement actif absorbé (FAPAR). Il existe une panoplie d’in-
dices de végétation et d’autres indices relatifs aux sols, a ’eau ou encore a
I'urbain . Nous détaillons dans le tableau 1.4 les indices de végétation utilisés
dans le cadre de cette these.

9. https://www.indexdatabase.de
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1.1.2 Satellites radars

Les satellites radars d’OT aussi appelés radars imageurs ou radar a syn-
theése d’ouverture (RSO ou SAR) sont des systémes de télédétection actifs.
A la différence des systémes passifs qui sont tributaires de la lumiére solaire
(capteurs optiques), ces derniers ont leur propre source de rayonnement inci-
dent fonctionnel de jour comme de nuit. Un SAR émet des impulsions élec-
tromagnétiques avec une fréquence ciblée dans le domaine des micro-ondes
(longueur d’onde centimétrique). Les micro-ondes traversent I’atmosphére
terrestre y compris ses couches nuageuses et conférent au radar imageur I'une
de ses caractéristiques les plus intéressantes a savoir l'acquisition d’images
claires en toutes saisons. L’instrument SAR mesure la rétrodiffusion du si-
gnal électromagnétique c’est-a-dire la part du signal émis qui est réfléchie en
direction de I'instrument. La rétrodiffusion mesurée résulte de ’action conju-
guée de plusieurs facteurs. Elle est étroitement liée notamment & la nature,
a l'orientation et a I'aspect de surface des objets. Par exemple, les surfaces
lisses (ex. surface d’eau non agitée) auront tendance a réfléchir la totalité du
rayonnement incident dans une direction symétrique qui n’est pas celle du
SAR et apparaitrons sombres. Les surfaces rugueuses par contre (ex. surface
d’eau agitée) apparaitrons plus brillantes du fait que le rayonnement incident
est réfléchi dans de multiples directions. La longueur d’onde du signal SAR
influence également la rétrodiffusion. Les fréquences SAR sont classées en
plusieurs catégories ou bandes (voir Figure 1.1) : bande P (0.3 — 1 GHz),
bande L (1 — 2 GHz), bande S (2 — 4 GHz), bande C (4 — 8 GHz), bande
X (8 — 12 GHz) et bandes Ku, K, Ka (12 — 40 GHz). Les bandes de courtes
fréquences et donc de grandes longueurs d’onde (comme les bandes P et L)
sont plus pénétrantes que les bandes de grandes fréquences et de courtes lon-
gueurs d’onde (comme les bandes C ou X). Ces derniéres sont plus sensibles
a la rugosité de surface et sont réfléchies par la canopée. Néanmoins, elles
permettent une meilleure perception des détails que les bandes de grandes
longueurs d’onde. Il existe d’autres facteurs influengant la rétrodiffusion du
signal SAR comme 'angle d’incidence du rayonnement ou le taux d’humi-
dité des objets. Un autre aspect important des radars imageurs se rapporte
a la polarisation du rayonnement électromagnétique. Les instruments SAR
peuvent étre configurés pour transmettre et recevoir les ondes électromagné-
tiques avec une polarisation verticale — V ou horizontale — H. Ainsi il existe
quatre combinaisons différentes de polarisations selon la transmission et la
réception des ondes : les polarisations paralleles HH et V'V et les polarisations
croisées HV et VH. Les polarisations ont des interactions différentes avec la
surface et peuvent montrer des variations manifestes dans l'intensité du si-
gnal rétrodiffusé pour un méme objet cible. Ceci contribue ainsi a fournir des
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informations complémentaires sur les objets étudiés. Enfin, rappelons I'un
des artefacts principaux inhérents aux images SAR : le chatoiement ou spe-
ckle. Il s’agit d’un bruit granulaire se traduisant en effet poivre et sel sur les
images qui résulte de l'interférence aléatoire, a la fois constructive (respon-
sable de tons clairs) et destructive (responsable de tons sombres), provenant
de la diffusion multiple qui se produit dans chaque cellule de résolution. Cet
effet est souvent atténué par des techniques de filtrage.

Tout comme dans le cas des satellites optiques, diverses missions SAR
ont vu le jour au cours des derniéres décennies. Celle qui a particuliérement
retenu 'attention récemment en OT et également dans cette thése, c’est la
mission Sentinel-1 offrant la possibilité d’acquérir des données SAR en quasi-
synchronisation avec les données optiques notamment celles de Sentinel-2.
Ses caractéristiques sont décrites ci-apres.

Sentinel-1

Sentinel-1 fait également partie de la famille de satellites Sentinel de 'ESA
ayant vu le jour dans le cadre du programme Copernicus. C’est la composante
spatiale du programme devant fournir en tout temps, de jour comme nuit,
des images SAR de la surface terrestre permettant le suivi des banquises et
de I'environnement arctique, la détection des glissements de terrain, la carto-
graphie des foréts, des ressources en eau et des sols ainsi que le traitement de
situations d’urgence comme les catastrophes naturelles. La mission Sentinel-
1 fait également référence a deux satellites Sentinel-1A et Sentinel-1B iden-
tiques, circulant en déphasage de 180° sur la méme orbite héliosynchrone.
Les deux satellites sont configurés pour une période de revisite au mieux de
6 jours au nadir. Les satellites Sentinel-1 embarquent I'instrument C-SAR qui
comme son nom l'indique fonctionne en bande C (5.405 GHz / 5.546 cm).
Plusieurs modes d’acquisition sont fonctionnels. Sur les terres émergées, c’est
le mode IW qui est le plus souvent opérationnel. Les produits distribués avec
ce mode disposent de mono-polarisation (HH ou VV) ou de double polarisa-
tions (HH-+HV ou VV+VH) et ont une résolution spatiale allant jusqu’a 10
meétres.

1.2 Apprentissage automatique

L’apprentissage automatique (AA) ou machine learning (ML) fait partie
du vaste domaine de l'intelligence artificielle (IA). IAA est défini comme
étant 1'utilisation et le développement de systémes informatiques capables
d’apprendre et de s’adapter sans suivre d’instructions explicites, grace a des
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algorithmes et modéles analysant des données et inférant des prédictions a
partir des tendances représentées. Ces systémes ont non seulement la ca-
pacité d’apprendre & partir des données mais aussi celle de s’améliorer par
I’expérience, en vue d’accroitre leurs performances a résoudre des taches pour
lesquelles ils ne sont pas expressément programmeés. L’AA est connexe & plu-
sieurs autres disciplines telles que les statistiques et probabilités, I'optimi-
sation mathématique, la fouille de données ou Data Mining, la science de
données ou Data science ou encore les données massives ou Big Data.

L’AA est subdivisé en plusieurs modes d’apprentissage en fonction du
type de données disponibles, des algorithmes utilisés ou encore du type de
probléme & résoudre. Généralement, nous distinguons I'apprentissage super-
visé, non supervisé et semi-supervisé.

Apprentissage supervisé : (C’est probablement le mode d’apprentissage
le plus commun en AA. On dispose d’'un ensemble d’exemples, chaque exemple
étant associé a une étiquette ou annotation ou valeur cible qu’on tente de
prédire. Si cette valeur cible est discréte, on parle alors de classification ou
catégorisation ou classement tandis que si elle est continue on parle de ré-
gression.

Apprentissage non supervisé : On dispose d'un ensemble de données
sans aucune valeur cible associée; le modéle doit appréhender de lui méme
la structure des données en déterminant des grands groupes d’appartenance
non prédéfinis. On parle généralement de regroupement ou clustering.

Apprentissage semi-supervisé : C’est un mélange entre apprentissage
supervisé et non supervisé dans lequel on dispose d'un petit ensemble de
données annotées et d’un plus grand ensemble sans annotation. Le modéle
doit tirer parti a la fois des données avec et sans valeurs cibles associées.

Dans cette these, nous nous intéressons essentiellement a des problémes
d’apprentissage supervisé, de classification (prédiction de I'occupation du sol)
et de régression (prédiction de valeurs de rendements agricoles). L’apprentis-
sage supervisé comporte deux phases distinctes : la phase dite d’entrainement
ou d’apprentissage et celle de I'inférence ou de la prédiction. Pendant 1’en-
trainement ou ’apprentissage, le systéme estime un modéle pour résoudre la
tache qui lui incombe, a partir des exemples qui lui sont fournis. En phase
d’inférence, le modeéle déterminé est déployé sur de nouvelles données pour
prédire les valeurs souhaitées.



CHAPITRE 1. Télédétection et Apprentissage Automatique 11

Le développement des algorithmes d’AA n’est pas récent. Plusieurs algo-
rithmes rentrent aujourd’hui dans la case des approches que nous pouvons
considérer comme classiques en AA. C’est le cas des foréts d’arbres déci-
sionnels ou foréts aléatoires (Breiman, 2001) dont 'usage est trés courant
pour divers cas d’application de 'AA. 1l s’agit d’'une méthode d’apprentis-
sage d’ensemble qui combine de multiples arbres de décisions afin d’obtenir
de meilleurs performances et éviter le sur-ajustement . Les arbres de dé-
cisions sont développés indépendamment sur des sous-ensembles 1égérement
différents des données d’entrainement en utilisant la technique de bootstrap
(c’est-a~dire un échantillonnage aléatoire avec remplacement) et ensuite agré-
gés par vote majoritaire dans une tache de classification ou en moyennant les
prédictions dans le cas de la régression. Les foréts aléatoires sont de ce fait
robustes a la multicolinéarité.

La mise en ceuvre réussie des techniques d’AA traditionnelles repose avant
tout sur une étape fatidique d’ingénierie de caractéristiques ou « features ».
Cette étape plus ou moins lourde et/ou complexe consiste en une analyse
minutieuse des données d’apprentissage afin d’en extraire les caractéristiques
les plus pertinentes pour le probléme posé. Des techniques de réduction de
dimensionnalité de données (ex. analyse en composantes principales) sont
souvent envisagées a cet effet. Néanmoins, au cours de la derniére décen-
nie, il s’est opéré un vaste changement de paradigme qui a donné un tout
nouvel élan au domaine de I’AA. Nous le devons a I'apprentissage profond
(AP) ou deep learning (DL) (Lecun et al., 2015; Schmidhuber, 2015), dont
I’émergence a été aussi rendue possible par la disponibilité de données d’ap-
prentissage plus volumineux et le décuplement des capacités de calcul des or-
dinateurs. Contrairement aux approches classiques d’AA, les méthodes d’AP
sont capables de modéliser les taches d’AA avec un haut niveau d’abstraction
des données, c’est-a-dire sans étape préalable d’ingénierie de caractéristiques.
Ainsi, les méthodes d’AP sont aussi catégorisées comme des techniques d’ap-
prentissage de représentations. Il s’agit d’un ensemble de techniques en AA
permettant a un systéme de découvrir ou d’apprendre automatiquement les
caractéristiques ou représentations nécessaires a la résolution d’une tache
spécifique a partir de données brutes. Ce type d’approche est motivé par le
fait que les données du monde réel ne se prétent pas toutes a une description
commune et univoque & partir de caractéristiques manuellement extraites et
que dans la plupart des cas les caractéristiques ou représentations apprises
automatiquement induisent de meilleures performances.

10. Le sur-apprentissage ou sur-ajustement ou encore sur-interprétation en AA intervient
quand un modeéle, de par sa trop grande capacité, s’adapte ou s’ajuste trop parfaitement
aux données sur lesquelles il est entrainé de telle sorte qu’il devient incapable de généraliser
sur de nouvelles données non observées.
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Les techniques d’AP sont aujourd’hui omniprésentes dans de nombreux
domaines d’application de 'TA (ex. vision par ordinateur, traitement auto-
matique du langage) et contribuent chaque année a des performances d’état
de 'art. Toutefois, les bases ayant fait le succes de I’AP, qui repose essentiel-
lement sur des approches par réseaux de neurones, ont été posées depuis long-
temps notamment dés la proposition du perceptron (Rosenblatt, 1958) et de
I'algorithme de rétropropagation du gradient ou « backpropagation » (Wer-
bos, 1974; Rumelhart et al., 1986). Nous décrivons ci-aprés deux des princi-
paux modéles d’AP sur lesquels se fondent les travaux de cette thése, & savoir
les réseaux de neurones convolutionnels et les réseaux de neurones récurrents.

1.2.1 Réseaux de neurones convolutionnels

Les réseaux de neurones convolutionnels ou convolutifs (CNNs ou Conv-
Nets) représentent une catégorie de réseaux de neurones artificiels dits a
propagation avant ou acycliques. Historiquement, leur développement est ins-
piré par le perceptron multi-couche (MLP) a rétropropagation (Rumelhart
et al., 1986) qui est un exemple phare de réseaux de neurones acycliques.
Un MLP (Figure 1.2) est composé d’'une couche d’entrée, d’une ou plu-
sieurs couches intermédiaires dites cachées et d’une couche de sortie. Chaque
couche comporte un certain nombre d’unités ou neurones qui sont entiére-
ment connectées aux neurones des autres couches.

Bien que l'incapacité initiale du MLP a résoudre des problémes non li-
néaires (exemple de la fonction XOR (Minsky and Papert, 1969)) ait été
solutionné grace a l’algorithme de rétropropagation, la croissance exponen-
tielle du nombre de paramétres lié aux multiples connexions entre neurones
des différentes couches représente un inconvénient majeur qui le rend sujet au
sur-apprentissage, notamment sur des données de type image. Ainsi, LeCun
et al. (1989), & qui est communément attribué la paternité des CNNs, ont
proposé le réseau LeNet-5, appliqué a la reconnaissance de chiffres de codes
postaux manuscrits aux Etats-Unis, dans lequel les trois des cing couches du
réseau emploient des convolutions (Figure 1.3). Trois idées importantes au
moins sous-tendent 'utilisation des convolutions (Goodfellow et al., 2016) :

e les couches convolutives sont parcimonieuses car elles limitent le nombre
de connexions ou neurones d'un méme champ réceptif '* occupant par
la méme occasion moins de mémoire contrairement aux couches entié-
rement connectées ; on parle d’interaction ou de connectivité éparse

e les paramétres de convolution sont partagés ou identiques entre les

11. Le champ réceptif dans un CNN est la portion de I'espace d’entrée qui est associée
4 une et méme convolution.
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champs réceptifs
e ainsi, le résultat de la convolution est équivariant aux translations de
I'image en entrée.

En général, un CNN est aujourd’hui défini par ’empilement de plusieurs
blocs successifs d’extraction de caractéristiques et d’un bloc de sortie. Les
blocs d’extraction de caractéristiques sont composés de couches de convo-
lution activées par une fonction non linéaire et éventuellement de couches
de pooling. Le bloc de sortie est généralement constitué de couches entié-
rement connectées dont la derniére est associée a une perte ou fonction de
cotit. Les différents blocs peuvent également faire intervenir des mécanismes
de régularisation. Nous détaillons ci-apreés les principales notions associées a
ces composantes des CNNs.

Couches de Convolution

Les couches de convolution, comme leur nom l'indique, reposent sur des
opérations mathématiques appelées convolutions. L’opération de convolution
est trés utilisée en traitement de signal. Soient f(¢) et g(¢), deux signaux 1D,
leur convolution discréte s’écrit :

(frg)t)= D fk)g(t —Fk) (1.1)

k=—0o0

Dans le vocabulaire des CNNs, le premier terme de la convolution désigne
le signal d’entrée tandis que le second terme représente le noyau ou filtre
convolutif qui est optimisé par rétropropagation du gradient. La notion de
convolution est également extensible & plus d’une dimension a la fois (ex. 2D
ou 3D). Ainsi, les CNNs peuvent traiter des signaux 1D (séries temporelles),
des images ainsi que des volumes (vidéos). En deux dimensions, la convolution
2D entre une image I et un noyau convolutif K s’écrit :

(I K)(i,5)=>_ Y I(i—m,j—n)K(m,n) (1.2)

avec (i,7) les indices en lignes et colonnes de I'image I et (m,n) ceux du
noyau convolutif. Notons néanmoins que pour des raisons pratiques sans in-
cidence sur le fonctionnement des CNNs, I'implémentation de 'opération de
convolution adoptée par les bibliotheques de ML s’apparente plutot a la cor-
rélation croisée, en ce sens ol les indices de I'image et du noyau convolutif
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Perceptron

S - @

Activation (a)

p 7
0 am

1¢re couche cachée 2éme couche cachée

Entrées

Figure 1.2 — Apergus d’un perceptron et d’un perceptron multi-couche a deux
couches cachées

sont parcourus dans le méme sens. Ceci est illustré par la figure 1.4 et se
traduit par I’équation suivante :
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Figure 1.3 — Représentation de l’architecture Lenet-5. Les opérations de
convolution CONV 1 et CONV 3 sont suivies par de sous-échantillonnages

(SE 2 et SE 4).

(I K)(i,5)=>_ Y I(i+m,j+n)K(m,n)
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Figure 1.4 — Exemple d’une convolution 2D pour un CNN (extrait de Good-

fellow et al. (2016), p. 325)
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Le résultat des opérations de convolution est ensuite activé par une fonc-
tion non linéaire, ce qui produit une carte d’activation ou carte de caractéris-
tiques. En général, une couche de convolution implique 'utilisation simulta-
née de plusieurs filtres convolutifs ce qui donne lieu a un ensemble de cartes
d’activation en sortie. Ainsi, la profondeur du volume de sortie est égale au
nombre de noyaux de convolution utilisés. La taille du volume de sortie dans
les autres dimensions (d) est déterminée par la formule générique suivante :

i—k+2xp
B s

d +1 (1.4)
ol 7 est la taille en entrée ; k est la taille du filtre de convolution généralement
identique dans toutes les dimensions; p ou « padding » correspond a une
marge remplie de 0 & la frontiére du volume d’entrée; si sa valeur est égale
a %, la taille de sortie est identique a celle de I'entrée; s ou « strides »
correspond a un pas de chevauchement du noyau de convolution sur l’entrée ;
plus est grand, plus la taille de sortie est réduite.

L’opération de convolution de base telle que présentée précedemment (Equa-
tions (1.2) et (1.3)) est réalisée avec un pas s = 1 et une marge p = 0. Il
existe encore d’autres variantes de la convolution de base qui ne sont pas
abordées dans le cadre de cette thése comme les convolutions dilatées ou a
trous et les convolutions transposées.

Fonctions d’activation

Les fonctions d’activation sont des transformations mathématiques ap-
pliquées au signal en sortie d'un neurone artificiel. Le terme « activation »
provient du potentiel d’action en réponse a la stimulation d’un neurone bio-
logique. Les fonctions d’activation sont non linéaires, dérivables et peuvent
étre bornées ou saturantes comme la fonction sigmoide (¢), la tangente hy-
perbolique (tanh) ou non saturantes comme la fonction Unité Linéaire Rec-
tifice (ReLU) et ses variantes (ex.ELU ou Leaky ReLU) et récemment la
fonction GELU (Figure 1.5). En pratique, la fonction ReLU, définie comme
f(z) = maz(0,z), est la plus populaire actuellement pour I'entrainement
des modéles d’AP, y compris pour les CNNs. Elle permet un apprentissage
plus rapide des réseaux de neurones par rapport aux fonctions d’activation
historiques comme tanh ou o (Glorot et al., 2011).

Couches de Pooling

Dans un CNN, une couche de pooling peut étre appliquée a la sortie d'une
couche de convolution c’est-a-dire aux cartes d’activation. Il s’agit d’une opé-
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Sigmoide Tanh RelLU

Leaky ReLU (a=0.3) ELU (0=0.3) GELU

Figure 1.5 — Quelques exemples de fonctions d’activation

ration destinée a agréger et a préserver les caractéristiques ou représentations
extraites de sorte a les rendre invariantes a de légéres translations des don-
nées en entrée. L’opération la plus courante est celle du Max Pooling (Zhou
and Chellappa, 1988) consistant & prendre successivement la valeur maxi-
male dans un voisinage ou une fenétre rectangulaire pouvant étre mobile
d’un certain pas. D’autres pratiques consistent & prendre la moyenne (Ave-
rage Pooling) ou la norme L2 La plupart du temps, 'opération de pooling
s’accompagne d’un sous-échantillonnage des cartes d’activation (Figure 1.6),
ce qui permet une réduction du nombre de paramétres optimisables pour la
prochaine couche convolutive et de ce fait un gain en temps de calcul. No-
tons également que les couches de pooling ne requiérent pas de paramétres a
optimiser.

Mécanismes de régularisation

Plusieurs techniques de régularisation ont été proposées afin d’améliorer
la généralisation des CNNs et communément celle des modéles d’AP sur de
nouvelles données. Elles peuvent consister en l'occurrence a introduire des



18 CHAPITRE 1. Télédétection et Apprentissage Automatique

> 0 0 @ @ <
\

/

\ /

Figure 1.6 — Opération de Max Pooling accompagnée d’un sous échantillon-
nage avec une taille de voisinage de 2 et un pas de 1 (adapté de Goodfellow
et al. (2016))

pénalités de type norme L' ou L? sur la fonction de cotit en phase d’appren-
tissage. Une autre technique probante est celle du Dropout (Hinton et al.,
2012; Srivastava et al., 2014) consistant a supprimer aléatoirement en phase
d’entrainement, les connexions entre neurones avec un certain taux. Il existe
également la normalisation par lot ou « batch normalization » (loffe and
Szegedy, 2015) qui consiste a standardiser la distribution des cartes d’acti-
vation. Cette technique a également pour intérét d’accélérer I’entrainement
des réseaux convolutifs profonds.

1.2.2 Réseaux de neurones récurrents

Les réscaux de neurones récurrents (RNNs) font partie de la catégorie
des réseaux de neurones artificiels dit cycliques ou a boucles. Les RNNs sont
spécialisés pour le traitement de données séquentielles (ex. texte, séries tem-
porelles) et offrent une flexibilité a la taille des séquences d’entrée qui peut
étre variable d’un exemple de séquence a I'autre. La récurrence dans les RNNs
véhicule notamment 1’'idée de « mémoire », puisque les éléments antérieurs
de la séquence déterminent 1’état interne du réseau qui est utilisé pour cal-
culer sa sortie au pas suivant de la séquence. Enfin, les RNNs ont également
la propriété de partage des paramétres au travers des différents pas de la
séquence, ce qui leur permet de garder un nombre constant de parameétres a
optimiser, quelle que soit la longueur des séquences considérées.

Le RNN traditionnel ou simple RNN aussi appelé RNN « vanille » est
illustré a la figure 1.7. Son fonctionnement différe de celui d’'un MLP a une
couche cachée a quelques exceptions prés. Soient 1" la taille d’une séquence x
traitée par un simple RNN de I neurones ou unités d’entrée, H unités cachées
et K unités de sortie, les valeurs y! de 'unité cachée h, h € [1, H] et yi de
I'unité de sortie k, k € [1, K] au pas t de la séquence sont obtenues par les
équations suivantes :
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Figure 1.7 — Représentation d’'un RNN vanille
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ou ! est la valeur d’entrée au pas ¢ de la séquence et 6, une fonction d’acti-
vation, généralement une tanh ou fonction o.

En fonction de la tache de modélisation séquentielle envisagée, diverses
configurations peuvent étre adoptées pour les entrées et sorties du RNN (Fi-
gure 1.8). Dans cette thése, nous nous intéressons en particulier aux archi-
tectures a plusieurs entrées et une ou plusieurs sorties. Les entrées seront
en général équivalentes aux séquences temporelles tandis que, soit la sortie
du RNN au dernier pas de la séquence sera directement utilisée ou soit ses
sorties aux différents pas de la séquence seront combinées pour la tache de
classification ou de régression.

Les paramétres des RNNs sont optimisés différemment de ceux des ré-
seaux de neurones a propagation avant, en utilisant d’autres algorithmes
d’apprentissage comme l'algorithme de rétropropagation du gradient a tra-
vers le temps (Williams and Zipser, 1995). L’apprentissage des RNNs simples
souffre néanmoins de problémes majeurs de disparition du gradient (gradient
évanescent) et d’explosion du gradient. De plus, les RNNs simples de par
leur nature peuvent étre adaptés a la modélisation des dépendances a court
et moyen terme mais sont trés vite limités dans la modélisation de dépen-
dances a long terme. Ainsi, des modifications ont été apportées aux RNNs
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Une entrée et une sortie ' Une entrée et plusieurs sorties
y : Yo Y1 Yn
‘ E ‘ . oo ‘
X ' X
Plusieurs entrées et une sortie | Plusieurs entrées et plusieurs sorties (de mémes tailles)
y | Yo Y1 Yn
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Figure 1.8 — Diverses configurations de RNN en fonction des entrées et des
sorties

simples afin de pallier leurs inconvénients majeurs. Nous décrivons ci-aprés
deux architectures plus efficaces de RNN qui avec I’avénement de I’AP, ont
connu des succes retentissants dans les domaines du traitement automatique
du langage (traduction automatique, analyse de sentiments) ou de la recon-
naissance vocale.

LSTM

La cellule LSTM (Long-Short Term Memory) (Hochreiter and Schmidhu-
ber, 1996; Gers, 2001) forme I'une des architectures de RNN les plus popu-
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laires. Le LSTM vient pallier la disparition et ’explosion du gradient ainsi que
la modélisation des dépendances a long terme, en introduisant expressément
une mémoire ou état interne dans la cellule de méme que trois portes (en-
trée, oubli et sortie) contrdlant le flux d’information qui y est accumulé. Les
différentes portes présentent des valeurs entre 0 (porte fermée) et 1 (porte
ouverte) en raison de leur activation par une fonction sigmoide. La porte
d’entrée détermine le degré d’ajout de nouvelles informations a la mémoire
existante tandis que la porte d’oubli module le degré d’oubli de la mémoire
existante. Les portes d’entrée et d’oubli déterminent & elles deux le nouvel
état interne de la cellule LSTM. La porte de sortie quant a elle module le
contenu de la nouvelle mémoire interne qui est exposé en sortie de la cellule
pour la prochaine étape de la récurrence. Le fonctionnement d’une cellule
LSTM est illustré par la Figure 1.9.

s
th 1 © + »C ¢
Mémoire a t-1 ° Mémoire a t

[o]
i/ 9t
P. Oubli | P. Entrée
hes —
Sortie a t-1 \ J Sortie a t.
Ly
Entrée a t Cellule LSTM

(5] Da) ® S, T

Couche entierement connectée Opération élément a élément Duplication Concaténation
avec fonction d'activation

Figure 1.9 — Illustration du fonctionnement d’une cellule LSTM a une unité

Les équations suivantes régissent respectivement les portes d’entrée (g*),
d’oubli (f'), de sortie (o') ainsi que I’état interne (c') et la sortie (h') :

~

9

.

=0 (bg +Y Wi+ U;’ihfg‘1> (1.7)

<

fl=0 (b;.‘ +Y Wt + ) U;th—1> (1.8)

~

ofj =0 <b§ +Y O What+ ) Ujih§1> (1.9)
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AR RO SRS ) BT

hs = tanh(c})o) (1.11)

GRU

La cellule GRU (Gated Recurrent Unit) (Cho et al., 2014; Chung et al.,
2014) est une simplification de la cellule LSTM. Contrairement au LSTM, la
cellule GRU ne présente plus de mémoire interne. Elle fusionne également les
portes d’entrée et d’oubli du LSTM en une nouvelle porte de mise & jour et
controéle ainsi simultanément les degrés d’oubli et de mise & jour de la cellule.
La porte de sortie est pour sa part transformée en une porte de réinitialisa-
tion. Celle-ci controle la part de la sortie précédente qui intervient dans le
calcul de la nouvelle sortie de la cellule. L’ensemble de ces modifications per-
mettent & la cellule GRU d’atteindre des performances similaires au LSTM
en ayant moins de parameétres a optimiser et un cotit en temps de calcul plus
réduit. Le fonctionnement d’une cellule GRU est illustré par la Figure 1.10.

( A
ht— 1 .

Sortie a t-1

> h,

Sortie & t

\ J

Lt

Entrée a t Cellule GR U

(6] [famh] o) _J, T

Couche entierement connectée Opération élément & élément Duplication Concaténation
avec fonction d'activation

Figure 1.10 — Hlustration du fonctionnement d’une cellule GRU & une unité

Les équations suivantes régissent respectivement les portes de mise a jour
(2") et de réinitialisation (r') et la sortie de la cellule GRU (h!) :

d=0 (b:+2vv;x§+ZU;hzl) (1.12)
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ri=o (bz + Z Wi + Z Urhy~ 1) (1.13)

hj- _ Zjhzfl +(1- zj)tanh <b? + ZW]};xf ZUh T ht 1 ) (1.14)

Meécanismes d’attention

Dans le domaine de la traduction automatique de texte, que ce soit avec
un réseau LSTM ou GRU, les architectures de RNN adoptées sont pour la
plupart composées d’un encodeur et d'un décodeur (Sutskever et al., 2014).
Ce type d’architecture que 'on désigne sous le nom de mode¢le « Seq2Seq »
s’apparente a un cas a plusieurs entrées et sorties de tailles différentes (voir
Figure 1.8). Un modéle Seq2Seq transforme une séquence d’entrée en une
autre séquence de sortie de taille variable. L’encodeur compresse ou encapsule
la séquence d’entrée en un état caché (sortie de ’encodeur au dernier pas de
la séquence d’entrée) qui est ensuite traité par le décodeur pour générer la
séquence de sortie. Cette approche est néanmoins limitée par la taille de
la séquence d’entrée. Plus celle ci est longue, plus son encapsulation dans
I’état caché n’est plus efficace et plus les modéles Seq2Seq ont du mal a étre
performant dans la tache de traduction. Cette limitation a ainsi permis a
I’émergence des mécanismes d’attention (MA).

L’attention a été originellement introduite par Bahdanau et al. (2015) (Fi-
gure 1.11). Au lieu que le décodeur traite uniquement I’état caché de I'en-
codeur au dernier pas de la séquence d’entrée, les différentes sorties inter-
médiaires sont pondérées selon leur importance relative pour produire un
vecteur de contexte. Ce dernier est utilisé par le décodeur pour générer la
séquence de sortie. Ainsi, un MA permet & un modeéle de se focaliser sur les
parties les plus importantes de la séquence d’entrée aux différentes étapes
de génération de la séquence de sortie. Dans le processus d’attention initié
par Bahdanau et al. (2015), des scores d’alignement sont tout d’abord calcu-
lés en tenant respectivement compte des différentes sorties intermédiaires de
I'encodeur (hs) et de la derniére sortie du décodeur précédant la génération
de la nouvelle sortie (h;). Les scores d’alignement reflétent ou quantifient le
degré d’attention que le décodeur accordera a chacune des sorties de l’en-
codeur lors de la production de la sortie suivante. Ils sont calculés comme
suit :
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Vecteur de contexte ‘ C I ]l & i
Concaténation  /

Séquence de sortie

Yi Yt

I I

hy |=> eee =—>| h;

Poids d'attention l:

Séquence d'entrée

Encodeur Décodeur

Figure 1.11 — Représentation du mécanisme d’attention classique (figure
adaptée de (Luong et al., 2015))

es = tanh(Why + Uhs) (1.15)

Une autre fagon d’obtenir les scores d’alignement réside également dans
la multiplication (Luong et al., 2015) :

€is — htth (116)

Les poids d’attention (ays) sont alors calculés a partir des scores d’alignement
en appliquant une fonction SoftMax. Cette derniére assure que les poids
d’attention se somment a 1 tel des valeurs de probabilités.

exp(es)
gy = ——PACts) 1.17
w5, eanlen) (L17)

Le vecteur de contexte (¢;) par la suite obtenu est une somme pondérée des
poids d’attention et des différentes sorties intermédiaires de I’encodeur.

= Z s g (1.18)
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Enfin, le décodeur procede a la génération de la nouvelle sortie, & partir de
la concaténation du vecteur de contexte et de la sortie précédente qui lui est
passée en entrée.

a; = tanh(W¢[cy, hy)) (1.19)

En plus de permettre aux modéles de se focaliser sur ce qui est impor-
tant dans le signal d’entrée, les MA et particuliérement les poids d’attention
leur apportent aussi un aspect explicatif (Figure 1.12). En effet, puisque ces
derniers forment une combinaison convexe, ils peuvent étre analysés pour
interpréter de maniére probabiliste les décisions des modeéles d’AP souvent
qualifiés de « boites noires ». Ainsi, les MA contribuent d’une part a I'TA « ex-
plicable ». Le MA initial a été par la suite approfondi par d’autres études
notamment celle de Vaswani et al. (2017) sur les « Transformers ». Il s’agit
de modéles purement basé sur l'attention & la différence d’autres approches
qui mélent CNN ou RNN et MA (Xu et al., 2015; Britz et al., 2017). Les
Transformers et modéles dérivés (ex. BERT (Devlin et al., 2019)) ont éga-
lement été a la base de performances d’état de I'art ces derniéres années en
traitement automatique du langage.
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Figure 1.12 — Exemples d’analyse des poids d’attention sur la traduction de
texte de l'anglais vers le francais (extrait de Bahdanau et al. (2015), p. 6).
Chaque carré au sein des matrices représente le poids accordé & un mot source
(en anglais) pour la traduction d’un mot cible spécifique (en frangais). Les
poids sont représentés en niveau de gris (du noir vers le blanc pour des poids
entre 0 et 1).
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1.2.3 Meétriques pour I’évaluation des modéles d’appren-
tissage supervisé

Nous détaillons ci-aprés les métriques utilisées dans le cadre de cette
these pour I’évaluation de nos modeles. Nous distinguons les métriques pour
évaluer la classification de I'occupation du sol (Précision gobale, F1-score
et coefficient Kappa) et la prédiction des valeurs rendements agricoles (coeffi-
cient de détermination, racine de I’écart quadratique moyen et erreur absolue
moyenne)

Meétriques pour la classification

Précision globale La précision ou exactitude globale représente la pro-
portion des prédictions correctes effectuées par un modeéle. Elle varie entre 0
et 1 et est donnée par I’équation suivante :

n

1
Precisi lobale = — D = Ui 1.20
recision globale = — Z(y i) (1.20)

=1

ou n est le nombre total d’observations; y; et 1; représentent respectivement
la valeur vraie de classe et la prédiction du modéle pour 'observation ¢ ;
(y; = 7;) équivaut & 1 si la prédiction du modeéle est correcte et 0 sinon.

F1l-score Le Fl-score ou F-mesure ou ceefficient de Sgrensen—Dice est une
moyenne harmonique entre la précision et le rappel d’un classifieur. La préci-
sion <Vf‘>/—fm>) dans le cas d’'une classification binaire correspond a la part de
vrai positifs (VP), c’est-a-dire au nombre de prédictions effectives de cette
classe, sur le nombre total de prédictions positives effectuées par le modéle
comprenant les faux positifs (FP). Le rappel ou la sensibilité est dans ce
cas la part de vrai positifs sur le nombre total d’observations effectivement
positives, comprenant les faux négatifs (FN) c’est-a-dire les prédictions man-
quées par le classifieur. Le Fl-score est particuliérement utile pour évaluer
les performances de modeéles sur des taches de classification déséquilibrées o
une ou plusieurs classes sont sur-représentées ou l'inverse en matiére d’obser-
vations par rapport aux autres classes (ex. en classification de I'occupation
du sol), car il ne prend pas en compte les vrais négatifs (VN) a l'instar de la
précision globale que nous pourrions réécrire : 15 +¥£I5]]§ TN

Ceci permet de mettre en exergue le comportement réel des modéles en
cas de classe sous-représentée (nombre d’observations souvent largement in-

férieur a 'ensemble des vrais négatifs), ce qui est occulté par la précision
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globale. Dans un contexte de classification binaire, le F1-score est donné par
I'équation (1.21).

2 B precision X rappel

F1= (1.21)

precision=t + rappel=! precision + rappel

Dans un contexte multi-classe comme celui que nous traitons, nous pon-
dérons les F1-score de chaque classe par leur nombre d’échantillons respectifs
(Equation (1.22)). Il varie également entre 0 et 1.

C
1
Flyiri = ~ ;n x F1, (1.22)

Ceefficient Kappa Le coefficient Kappa (Cohen, 1960) s’interpréte comme
la proportion d’accord ou de jugements concordants entre deux évaluateurs,
substitué de l'effet de ’aléatoire. Il est donné par 1’équation suivante :

P,— P,
Kappa = —>——= 1.23
Pro=Tp (1.23)
ou P, est la proportion d’accord observée entre les évaluateurs et P, la pro-
portion d’accord due a 'aléatoire.

C
1 1 n;. XN,

P,=— P, =- _ 1.24
Sl R=p Y 129

=1

ou n;; est leffectif associé a la iéme ligne et colonne d’un tableau de contin-
gence de C (nombre de classes) lignes et colonnes; n; et n; sont respective-
ment la somme des effectifs de la iéme ligne et colonne. Le ccefficient Kappa
varie entre -1 (pour un accord totalement di a l’aléatoire) et 1 (pour un
accord complet).

Meétriques pour la régression

Ceefficient de détermination Le ccefficient de détermination ou R? re-
présente, dans une régression linéaire, la proportion de la variance dans la
variable dépendante qui est expliquée par le modéle. Le R? varie généralement
entre 0 et 1 (pour un ajustement parfait entre observations et prédictions),
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mais peut étre négatif quand ’ajustement est trés mauvais. Il est donné par
I’équation suivante :

> i (Y — 5)*
> i (v —9)?

n désigne le nombre total d’observations; y; est la valeur observée pour le
jieme échantillon; y; est la valeur prédite pour cet échantillon et y est la
moyenne des valeurs observées. Les désignations restent valables pour les
équations (1.26) et (1.27).

RZ=1-

(1.25)

Racine de I’écart quadratique moyen ou RMSE La RMSE donne
une indication sur I'ampleur des écarts moyens de prédiction d’'un modéle
de régression. Comme son nom l'indique, la RMSE est calculé en prenant la
racine de I’écart quadratique moyen (MSE) ou moyenne du carré des écarts
entre observations et prédictions. La MSE et de ce fait la RMSE pénalisent
fortement les grandes erreurs de prédictions en surestimation comme en sous-
estimation. La prise de la racine a pour but d’exprimer la valeur du RMSE
dans la méme échelle de mesure que la variable dépendante. La RMSE est
sans borne supérieure. Plus il est proche de 0, meilleures sont les prédictions
du modéle évalué. Il est calculé de la maniére suivante :

RMSE =, |~ >y — i) (1.26)

j=1

Erreur moyenne absolue ou MAE Tout comme la RMSE, la MAE me-
sure 'écart moyen des prédictions d’un modéle de régression. A la différence
du RMSE, la MAE considére plutot la valeur absolue des erreurs de pré-
dictions. La MAE est également sans borne supérieure et plus il est proche
de 0, meilleures sont les prédictions. Il reste par ailleurs inférieur ou égal
en grandeur par rapport au RMSE. Leurs valeurs sont égales si I’'amplitude
des écarts est la méme pour tous les échantillons. La MAE se calcule de la
maniére suivante :

1 n
MAFE = — S — s 1.2
n;lyj y]| ( 7)
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2.1 Sites d’étude

Les travaux de cette thése ont été menés sur divers sites d’étude aux
caractéristiques paysageéres variées. Il s’agit des sites de l'ile de la Réunion,
de la Dordogne et du bassin arachidier du Sénégal. Sur les différentes zones
d’étude, des données relatives a la couverture au sol et/ou aux rendements
des parcelles agricoles ont été collectées sur le terrain.

2.1.1 Site de l’ile de 1la Réunion

55°21'E 55°30'E 55°39'E 55°48'E

21°00'S
21°00'S

;;;;;;;;;;

11111111

21°09'S
21°09'S
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0 5 10km "
* ———

55°21'E 55°30'E 55°39'E 55°48'E

Figure 2.1 — Localisation de I'ile de la Réunion (le fond de carte utilisé est
issu de OpenStreetMap)

L’ile de la Réunion est un département francais d’outre-mer situé dans
I’hémisphére sud, plus précisément a l'est de I’Afrique prés de Madagascar
dans I'océan indien (Figure 2.1). La Réunion s’étend environ sur 2500 km? et
est connue pour son paysage trés accidenté ainsi que ses volcans que sont le
piton des Neiges a l'ouest (éteint) et le piton de la Fournaise a ’est (actif). Le
point culminant de I'ile se trouve sur le piton des Neiges a 3071 m d’altitude.
En plus de ses volcans, la Réunion abrite en son centre les cirques naturels
de Mafate, Salazie et Cilaos qui font partie intégrante du parc national de
la Réunion, inscrit depuis 2010 au patrimoine mondial de TUNESCO. Bien
que diversifiée dans la production de fruits et légumes, I’agriculture de l'ile de
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Réunion repose essentiellement sur la filiére de la canne a sucre qui représente
a elle seule plus de la moitié de la surface agricole utile soit un peu plus de
22000 ha'.

Données collectées

0 5 10 km
=

[ CANNE A SUCRE Il CULTURE SOUS SERRE OU OMBRAGEE 7] LANDE ET SAVANE [ EAU
[ PATURAGE ET FOURRAGE [l ARBORICULTURE [l ROCHER ET SOL NU NATUREL
[ MARAICHAGE Il ESPACE BOISE Il OMBRE DUE AU RELIEF [I7] ESPACE ARTIFICIALISE

Figure 2.2 — Distribution spatiale des données collectées sur l'ile de la Réunion

Les données collectées sur I'ile de la Réunion sont relatives a sa couverture
au sol. Il s’agit de la vérité terrain de I’année 2017 qui a été construite sur
base de plusieurs sources : le RPG de I'année 2017, des relevés de points
GPS issus d'une mission terrain effectuée en Juin 2017 et l'interprétation
visuelle d'une image SPOT-6 a trés haute résolution spatiale. Un total de
6 265 échantillons ont été collectés et sont répartis sur 11 classes d’occupation
du sol (Figure 2.2 et tableau 2.1). Ceci fait de I'ile de la Réunion le site le
plus fourni en termes d’échantillons disponibles et le plus diversifié en matiére
de classes d’occupation du sol. Le jeu de données sur l'ile de la Réunion
est accessible publiquement sur la Dataverse du Cirad?. Des informations

1. Source : Chambre d’agriculture de la Réunion (https://www.reunion.chambagri.fr)
2. https://doi.org/10.18167/DVN1/TOARDN
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supplémentaires sur la collecte de ces données sont reportés par Dupuy et al.
(2020).

Tableau 2.1 — Nombre d’échantillons par classe sur I'ile de la Réunion

Classe Echantillons ~ Superficie (km?)
1 - CANNE A SUCRE 869 8.90
2 - PATURAGE ET FOURRAGE 582 6.81
3 - MARAICHAGE 758 1.76

4 - CULTURE SOUS SERRE

OU OMBRAGEE 260 0-19
5 - ARBORICULTURE 767 3.36
6 —~ ESPACE BOISE 570 20.50
7 - LANDE ET SAVANE 506 15.52
8 - ROCHER ET SOL NU NATUREL 299 15.43
9 - OMBRE DUE AU RELIEF 81 5.43
10 - EAU 177 8.26
11 - ESPACE ARTIFICIALISE 1396 1.90
2.1.2 Site de la Dordogne
| g
ﬂ; * 0 10 20km §

0"15°E 0°30°E 0°45'E 1°00E

Figure 2.3 — Localisation du site de la Dordogne (le fond de carte utilisé est
issu de OpenStreetMap)

Le site de la Dordogne se situe dans le département du méme nom en
France métropolitaine dans la région Nouvelle-Aquitaine (Figure 2.3). Le
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site d’étude d’une superficie d’environ 3000 km? se trouve au sud-ouest du
département a cheval entre les communes de Périgueux et Bergerac. Cette
derniére est traversée en son sein par le fleuve Dordogne. La zone d’étude
est essentiellement plate avec par endroits des collines et vallées. Le paysage
est trés boisé et recouvert de foréts de feuillus et de coniféres ainsi que de
prairies. Les terres agricoles sont pour la plupart composées d’arbres fruitiers
et de vignes.

Données collectées
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Figure 2.4 — Distribution spatiale des données collectées sur le site de la
Dordogne

Les données collectées sur le site de la Dordogne concernent également
sa couverture au sol. La vérité terrain est celle de 2016 et a été construite
a partir du RPG de l'année 2016 ainsi que des BD TOPO et FORET de
I'IGN. Un total de 3819 échantillons ont été assemblés sur ce site et sont
répartis sur 7 classes d’occupation du sol (Figure 2.4 et tableau 2.2). Ce jeu
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de données n’est pas encore disponible publiquement mais peut étre mis a
disposition sous demande.

Tableau 2.2 — Nombre d’échantillons par classe sur le site de la Dordogne

Classe Echantillons ~ Superficie (km?)
1 - ESPACE ARTIFICIALISE 800 0.21
2 - EAU 800 5.06
3 - FORET 200 37.90
4 — LANDES 187 9.97
5 - ARBORICULTURE 632 9.74
6 - VIGNE 600 9.24
7 — AUTRES CULTURES 600 9.38

2.1.3 Site du bassin arachidier au Sénégal

16°330

16°330 16°300 16°27'0 16°240 16°210

Figure 2.5 — Localisation du site du bassin arachidier au Sénégal (I'image en
fond de carte provient de Bing Satellite)

Le site du bassin arachidier se situe au centre ouest du Sénégal, de part
et d’autre des départements de Bambey (région de Diourbel), Fatick (région
de Fatick) et M’bour (région de Thies) (Figure 2.5). La zone d’étude est
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essentiellement agricole et se situe dans une vaste plaine dont les altitudes
maximales ne dépassent pas 100 m. Elle s’étend environ sur 450 km?. On y
trouve principalement des céréales notamment mil et sorgho et des légumi-
neuses en l'occurrence I'arachide (d’ou vient le nom bassin arachidier) ainsi
que le niébé. Le paysage est cependant trés hétérogeéne, caractérisé par la
présence de petites parcelles (moins de 1 ha) présentant couramment des as-
sociations culturales (céréales avec légumineuses) ainsi que des arbres isolés
en leur sein formant un parc arboré. Ce parc arboré est diversifié et comprend
de nombreuses espéces et est dominé par le Faidherbia albida, légumineuse
fixatrice d’azote, connu en agroforesterie pour sa phénologie inversée et ses
effets stimulants sur les cultures.

Données collectées
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Figure 2.6 — Distribution spatiale des données d’occupation du sol collectées
en 2018 sur le site du Sénégal

Les données collectées sur le site du Sénégal sont de deux types. Elles sont
relatives non seulement a sa couverture au sol mais également aux rendements
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des parcelles agricoles. Les données sur I'occupation du sol ont été collectées
sur 2 années : celles des saisons agricoles 2018 et 2019. La vérité terrain
de 2018 a été construite a partir de relevés de points GPS effectués lors
d’une mission terrain en mi-saison (Juillet) et de l'interprétation visuelle
d’une image PlanetScope & trés haute résolution spatiale. Un total de 734
échantillons ont été collectés et sont répartis sur 8 classes (Figure 2.6 et
tableau 2.3). En 2019, une nouvelle mission a consisté a recollecter la vérité
terrain des échantillons dont la classe d’occupation du sol est susceptible de
varier d’une année a l'autre (ex. cultures, jachéres). Ainsi, un total de 669
échantillons ont été assemblés pour la vérité terrain de 2019 (Tableau 2.3).
Que ce soit en 2018 ou 2019, le site du Sénégal représente la zone la moins
fournie d’entre nos 3 sites en termes d’échantillons disponibles mais sans
oublier que sa superficie est tout aussi moins vaste.

Tableau 2.3 — Nombre d’échantillons par classe sur le site du Sénégal

Echantillons  Superficie (km?)
2018 2019 2018 2019

1 - FORMATION BUISSONNANTE 50 50 0.16 0.16

Classe

2 — JACHERE ET FRICHE 69 27 0.85 0.06
3 - MARE 33 33 0.07 0.07
4 — RIVE ET SOL NU 35 35  0.19 0.19
5 — VILLAGE 21 21 1.40 1.40
6 — ZONE HUMIDE 22 22 0.34 0.34
7 — VALLEE 22 22 0.13 0.13
8 — CEREALE 260 311 1.13 1.58
9 — LEGUMINEUSE 222 148  0.93 1.01

Les rendements des parcelles agricoles ont également été collectés lors des
saisons agricoles de 2018 et 2019. En plus, nous avons bénéficié de données
sur les rendements de 2017, collectées dans le cadre d’autres théses dans la
zone d’étude notamment celle de Mme. Sophie DJIBA (ISRA/IRD) et de M.
Adama TOUNKARA (ISRA/IRD/Cirad)®. Les rendements dont nous dis-
posons ont été collectés autour du village de Diohine, au sud-ouest de la zone
d’étude. La zone de collecte s’étend environ sur 17 km?. Les parcelles cibles
sont celles du mil, une culture de base dans la région qui sert directement
a la consommation des ménages. La variété de mil cultivée est le Souna qui
dispose d’un cycle court d’environ 90 jours. Les semis du mil se font géné-
ralement & sec entre la fin Mai et le début du mois de Juin en prévision du
début de la saison des pluies. Le pic de I'activité chlorophyllienne intervient
pendant 'hivernage (saison des pluies) au cours de la période végétative qui

3. https://ur-aida.cirad.fr/nos-recherches/theses-en-cours/tounkara
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a lieu le plus souvent en mi-Aotlt ou en début Septembre, si décalage de la
saison des pluies il y a. Ensuite interviennent les phases de reproduction et
de maturation des grains jusqu’a la récolte qui a lieu au plus tard en fin
Octobre.

Sur les 3 saisons agricoles, un total de 66 parcelles ont été suivies : 35 en
2017, 15 en 2018 et 16 en 2019 (Figure 2.7). Sur ce total, 81% des parcelles ont
un systéme de culture mixte essentiellement du mil associé au sorgho ou au
niébé. La taille moyenne des parcelles suivies est de 0.63 ha. Dans le protocole
de collecte, trois quadrats représentatifs de la parcelle de 6m? sont choisis
au hasard. La biomasse aérienne y est ensuite récoltée a la maturité et le
rendement en grain mesuré apres séchage a 70°C pendant 48 heures. D’autres
informations sont par ailleurs collectées sur les parcelles suivies entre autres
les dates de semis et de récolte, les dates observées des différents stades
phénologiques : émergence, maturité, sénescence. Les rendements observés
sont compris entre 239 kg/ha et 3278 kg/ha avec une moyenne de 1184.51
kg /ha et une médiane de 976.5 kg/ha. Ces valeurs illustrent a la fois la grande
hétérogénéité spatiale et la grande variabilité inter-annuelle existante dans
la zone & l'instar de 2017 et 2019 (Figure 2.8). Plusicurs facteurs peuvent
en étre a l'origine. Les plus communs sont le début de la saison des pluies
qui détermine le calendrier agricole et donc les rendements finaux (Marteau
et al., 2011), les pratiques culturales telles que les rotations ou encore la
fertilité des sols et la quantité de nutriments qui y sont apportés comme 1’ont
récemment montré Leroux et al. (2020).

2.2 Prétraitement des données satellitaires

Comme évoqué précédemment (Section 1.1), des données provenant d’un
coté de satellites optiques (Sentinel-2, SPOT et PlanetScope) et de I'autre du
satellite radar Sentine-1 ont été mobilisées dans le cadre de cette thése. Nous
détaillons ci apres les étapes de prétraitement spécifiques a ces données.

2.2.1 Séries temporelles Sentinel-1

Les images Sentinel-1 ont été téléchargées sur la plateforme PEPS du
CNES*. Ce sont des produits de niveau-1 GRD, acquis en mode IW en
orbites ascendante et descendante. Elles disposent de la double polarisation
VV et VH. Afin d’uniformiser les données sur nos 3 zones d’étude, seules
les données en orbite ascendante, orbite commune a tous les sites, ont été
ultérieurement explorées. Les images ont été collectées périodiquement sous

4. https://peps.cnes.fr/
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Figure 2.7 — Distribution spatiale des parcelles agricoles suivies sur les 3
années (2017, 2018 et 2019). Certaines parcelles ont été a la fois suivies en
2018 et 2019 (les images en fond proviennent de Bing Satellite).
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Figure 2.8 — Répartition annuelle des rendements des parcelles

la forme de séries temporelles sur chaque site. Ces séries temporelles ont été
finalement prétraitées en appliquant successivement :
e la calibration radiométrique (sigma zéro) des valeurs d’intensité du
signal SAR retrodiffusé en ccefficient de rétrodiffusion
e l'orthorectification des images a la résolution spatiale de 10 métres
(tout comme les images Sentinel-2)
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e ct le filtrage multi-temporel (Quegan and Yu, 2001) pour débruiter
le plus possible les images de la série temporelle en réduisant le cha-
toiement ou speckle. Ce filtre procéde par combinaison linéaire des
valeurs de ccefficient de rétrodiffusion SAR obtenues aux différentes
dates, avec une moyenne locale estimée a partir d'une fenétre prise
autour de chaque pixel dans chaque image.

Ces étapes de prétraitement sont effectuées avec la chaine S1Tiling® déve-
loppée au CESBIO.

2.2.2 Séries temporelles Sentinel-2

Les images Sentinel-2 ont quant a elles été téléchargées sur 'IDS du pole
THEIA®. La chaine MUSCATE du pole THEIA traite au niveau-2A les
images S2 de niveau-1C distribuées par le programme Copernicus sur une
partie des surfaces continentales. Nos trois zones d’étude sont couvertes par
les images traitées par le pole THEIA. Au niveau 1C, les images sont orthorec-
tifées et les valeurs brutes calibrées en réflectance au dessus de 'atmosphére
ou Top of Atmosphere (TOA). Le niveau-2A refléte les valeurs de réflectance
de surface ou Top of Canopy (TOC) aprés les corrections atmosphériques
effectuées par la chaine MAACS/MAJA. Les réflectances de surface fournies
sont de deux types :

e le type SRE pour Surface REflectance incluant des corrections atmo-
sphériques et d’effets d’environnement
e et le type FRE pour Flat REflectance incluant en plus des précédentes,
des corrections liées aux effets de pente
C’est ce dernier que nous avons adopté afin de prendre notamment en compte
le relief accidenté de l'ile de la Réunion. Par ailleurs au niveau-2A, des
masques de nuages, d’ombre, de surfaces d’eau et de neige sont également
fournis. Les images Sentinel-2 ont également été collectées périodiquement
sous la forme de séries temporelles sur chacun des sites d’étude. Etant donné
la présence d’images ennuagées dans le domaine de 'optique, nous avons ex-
clu le plus possible d’images affectées, de sorte & maintenir une vingtaine
d’images collectées sur chacun des sites d’étude. Finalement, les valeurs des
pixels classés comme nuages sur les masques associés aux images collectées
sont linéairement interpolées pour chaque bande spectrale considérée, sur
base des autres observations non manquantes de part et d’autre dans la série
temporelle. Cette technique connue sous le nom de « gap-filling » (remplis-
sage de trous) est communément adoptée dans les prétraitements des séries

5. http://tully.ups-tlse.fr/koleckt/otbsarmultitempfiltering
6. https://theia.cnes.fr
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temporelles d’images satellitaires optiques (Inglada et al., 2017).

2.2.3 Images SPOT-6/7

Les images SPOT-6/7 ont été obtenues gratuitement dans le cadre du
projet EQUIPEX GEOSUD. 1l s’agit d’images orthorectifées et acquises sur
les sites de la Réunion et de la Dordogne. Nous n’avons adopté aucun pré-
traitement supplémentaire pour ces images.

2.2.4 Images PlanetScope

L’accés aux images PlanetScope nous a été fourni gratuitement dans le
cadre du programme d’éducation et recherche de la société Planet qui les
commercialise. Les images obtenues sont de niveau-3B, orthorectifiées et ac-
quises sur le site du Sénégal. Leur résolution spatiale est de 3 métres. Elles ont
par la suite été calibrées en réflectance TOA grace aux valeurs de radiance
et coefficients fournis dans les métadonnées des scénes.
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3.1 Introduction

La cartographie des surfaces cultivées revét une importance cruciale pour
I'évaluation de la production agricole. A cet effet, les systémes de suivi des
cultures recourent usuellement a la synthése de divers produits globaux d’oc-
cupation du sol présentant toutefois des incertitudes avérées quant a la loca-
lisation des surfaces cultivées. Le présent chapitre traite du premier objectif
de cette these lié a la caractérisation de I'occupation du sol pour I'identifica-
tion des surfaces cultivées & partir de méthodes d’apprentissage automatique
employant des données de télédétection multi-source.

Les données de télédétection, qu’elles soient en libre accés ou non, sont
mises a contribution depuis des décennies pour cartographier les dynamiques
intervenant & la surface terrestre. En un premier temps dans ce chapitre,
nous associons uniquement des données radar et optique publiquement ac-
cessibles c’est-a-dire des séries temporelles d’images Sentinel-1 et Sentinel-2,
puis ensuite, nous évaluons ’apport d’une source optique a trés haute résolu-
tion spatiale (SPOT), dont I’accés est usuellement commercial et la fréquence
d’acquisition restreinte en raison des cotits d’exploitation.

Deux grands paradigmes existent lorsque des données de télédétection
sont employées pour produire une classification de 'occupation du sol. Ils
sont liés & I'unité de base considérée dans I’analyse des données. Ainsi, nous
distinguons les approches basées sur les pixels et celles basées sur les ob-
jets (Blaschke, 2010). Dans I’analyse basée sur les pixels, les unités de base
sont les pixels de 'image tandis que dans ’approche orientée objet ou OBIA
(Object Based Image Analysis), les unités analysées sont les objets. Les ob-
jets représentent des regroupements de pixels radiométriquement homogénes
et sont extraits préalablement a la classification au moyen d’un algorithme de
segmentation. Comparé & un pixel pris individuellement, un objet englobe en
plus de ses caractéristiques spectrales plus ou moins homogénes, une dimen-
sion ou un contexte spatial (ex. voisinage). L’approche OBIA peut également
faciliter le passage a 1’échelle du processus de classification en réduisant si-
gnificativement le nombre d’échantillons d’analyse. Dans cette thése, nous
nous sommes intéressés aux deux paradigmes en proposant une méthode em-
ployant chacune des deux approches. Notons également que dans cette these,
les vérités terrain disponibles sur I’ensemble de nos sites d’étude sont étique-
tées de maniére spatialement éparse ce qui compromet fortement le recours
aux techniques de segmentation sémantique, d’instances ou panoptique en
apprentissage profond couramment utilisées ces derniéres années pour la car-
tographie de I'occupation du sol (Audebert et al., 2017; Garnot and Landrieu,
2021; Sirko et al., 2021).

En cartographie de 'occupation du sol, des connaissances spécifiques sur
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les classes d’occupation du sol peuvent étre mises a profit. Les connaissances
a priori susnommeées reposent sur une organisation hiérarchisée des classes
d’occupation du sol en considérant des relations de classes & sous-classes. A
titre d’illustration, un couvert agricole peut étre affiné en types de cultures
puis les familles de cultures en cultures spécifiques. Le systéme de classifica-
tion de l'usage des sols (LCCS) de la FAO (Di Gregorio, 2005) est un exemple
concret de taxonomie qui peut étre dérivée a partir de classes d’occupation
du sol. Ainsi, la prise en compte des relations hiérarchiques caractérisant les
classes d’occupation du sol peut s’avérer pertinente dans le processus de clas-
sification, notamment dans le cas de 'analyse orientée objet ol le nombre
d’échantillons d’entrainement est plus réduit par rapport a l’analyse pixel.
Deux méthodes sont proposées dans cette thése pour la cartographie de
I'occupation du sol. La premiére méthode analyse les séries temporelles ra-
dar et optique au niveau objet tout en incorporant dans le processus des
connaissances spécifiques sur les classes d’occupation du sol c¢’est-a-dire leurs
relations hiérarchiques. Cette premiére méthode est basée sur les RNNs qui,
rappelons le, sont des approches spécialisées pour la modélisation de données
séquentielles. Plus précisément, il est question dans cette méthode d’une ex-
tension de la cellule GRU, enrichie avec un mécanisme d’attention modifié
afin de mieux tenir compte des spécificités des séries temporelles d’images
satellitaires. Une stratégie de pré-entrainement est également proposée pour
accompagner le modéle dans la prise en compte des relations hiérarchiques
existantes entre classes d’occupation du sol. Enfin, dans 'optique de fournir
une contribution sur I'interprétabilité du modéle proposé, nous analysons les
poids d’attention et discutons de liens éventuels entre les décisions prises par
le modéle et des connaissances notamment agronomiques que nous détenons.
La seconde méthode, quant a elle, explore d’avantage la combinaison de
données multi-modales ou multi-sources de télédétection en associant aux sé-
ries temporelles radar et optique, une image optique a tres haute résolution
spatiale. Pour cette seconde méthode, nous considérons plutét 'utilisation de
modeéles CNNs qui sont également des approches compétitives pour la classi-
fication de données telles que les séries temporelles d’images satellitaires (Pel-
letier et al., 2019) et présentent I'avantage d’étre moins gourmands en temps
de calcul que les RNNs pendant la phase d’entrainement. De plus, I’analyse
est faite cette fois-ci au niveau pixel sans tenir compte de connaissances a
priori sur les classes d’occupation du sol. Il est plus attrayant d’adopter dans
ce cas une approche pixel plutét qu’objet, afin d’explorer différentes architec-
tures de réseaux CNNs (1D, 2D ou 3D), toutes non compatibles avec le niveau
objet, en 'occurrence les 2D et 3D. Ainsi, la seconde méthode est basée sur
une architecture de CNNs pour laquelle une étude spécifique par source est
au préalable menée afin de déterminer le type de modéele CNN le plus conve-
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nable. Par ailleurs, la méthode est dotée d’'une stratégie d’auto-distillation
lui permettant de mieux combiner les sources en entrée.

Ci-apreés, nous décrirons successivement dans les sections 3.2 et 3.3, cha-
cune des méthodes proposées et y reporterons les résultats de leur évaluation
respective.
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3.2 Approche HOb2sRNN

Cette section est consacrée a la méthode HOb2sRNN (Hierarchical Object
based two-Stream Recurrent Neural Network) qui traite de la cartographie de
I’occupation du sol & partir de données de télédétection multi-sources publi-
quement accessibles, en 'occurrence des séries temporelles radar (Sentinel-1)
et optique (Sentinel-2), au niveau objet et en incorporant des connaissances a
priori sur 'organisation des classes d’occupation du sol. Nous détaillons tout
d’abord le fonctionnement de la méthode proposée et présentons ensuite le
protocole expérimental ainsi que les résultats de son évaluation.

3.2.1 Description de la méthode
Classifieur auxiliaire Classifieur Classifieur auxiliaire

Caractéristiques RADAR  Caractéristiques combinées — Caractéristiques OPTIQUE

o000 (IXX)

| | |

Attention Attention Attention

£ e Bn
b I

Branche de la série RADAR Branche de la série OPTIQUE

Figure 3.1 — Architecture de la méthode HOb2sRNN. Elle a 2 branches, une
dédiée a chaque source de données. Chaque branche traite les séries tempo-
relles d'une source au moyen d’une cellule RNN enrichie dénommée FCGRU
et d’'un mécanisme d’attention employé sur les sorties intermédiaires de la
cellule afin d’extraire des caractéristiques par source. De plus, un autre mé-
canisme d’attention est employé sur la concaténation des sorties intermé-
diaires par source afin d’obtenir des caractéristiques combinées. Finalement,
un classifieur associé aux caractéristiques combinées ainsi que des classifieurs
auxiliaires liés aux caractéristiques par branche sont employées pour la pré-
diction finale.
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La Figure 3.1 illustre I’architecture du modéle proposé pour la classifica-
tion de 'occupation du sol a partir de séries temporelles radar et optique.
Elle comprend 2 branches, une pour chaque source. Chaque branche peut étre
décomposée en 2 parties spécifiques : (i) celle de 'analyse des séries tempo-
relles & travers une extension de la cellule GRU dénommée FCGRU et (ii)
celle de la combinaison multi-temporelle des sorties intermédiaires de la cel-
lule FCGRU par le biais d’'un mécanisme d’attention modifié afin d’extraire
des caractéristiques par source. De plus, un mécanisme d’attention est égale-
ment employé sur la concaténation des sorties intermédiaires par source afin
d’extraire des caractéristiques combinées ou fusionnées. Enfin, ’ensemble des
caractéristiques extraites (par source et combinées) est utilisé pour obtenir
la classification finale de 'occupation du sol. Par ailleurs, 'apprentissage du
modeéle est réalisé de sorte & exploiter des connaissances spécifiques au do-
maine, représentées sous la forme d’une hiérarchie ou taxonomie entre classes
d’occupation du sol avec des relations de classes & sous-classes. A cet effet,
une stratégie de pré-entrainement du modéle est mise en place, considérant
des taches de complexité graduelle. Ci-aprés, nous détaillons successivement
la cellule FCGRU permettant 'analyse des séries temporelles, le mécanisme
d’attention modifié mis en oeuvre dans l'extraction des caractéristiques (par
source et combinées), 'emploi de ces caractéristiques pour la classification
finale et la stratégie de pré-entrainement du modéle incorporant les relations
hiérarchiques entre classes d’occupation du sol.

Cellule FCGRU

La premiére partie de chaque branche est constituée par une extension
directe de la cellule standard GRU présentée en chapitre 1, que nous avons
dénommé FCGRU (Fully Connected GRU). Comme illustré sur la figure 3.2,
la cellule FCGRU proposée étend la cellule standard GRU en incorporant au
début du processus deux couches entiérement connectées (F'Cy et F'Cy) avant
la transformation héritée de la cellule GRU. Ces couches sont intégrées dans
le but de prétraiter les séries temporelles. Elles permettent ainsi d’extraire
une combinaison utile des informations d’entrée et d’enrichir la représenta-
tion originelle des séries temporelles pour la tache de classification. Les deux
couches s’enchainent : la couche F'C prend en entrée la série temporelle (ra-
dar ou optique) et sa sortie est utilisée pour alimenter la couche F'Cy. Clest
cette représentation enrichie issue de la couche F'C5 qui est utilisée pour la
transformation standard héritée de la cellule GRU. Les couches F'C; et FCy
sont toutes deux activées par une fonction tanh par souci de cohérence avec
le reste des opérations de la cellule basées sur les fonctions tanh et o. La tech-
nique de dropout est employée sur les deux couches entiérement connectées
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ainsi que sur la sortie de la cellule afin de prévenir le sur-apprentissage.

~
hy, » 1,

ht—l ;h[ Sortie 4 t-1 Sortie i t

Sortie a t-1 Sort t
J
Xy
Entrée i t
Entrée A
Cellule GRU Cellule FCGRU
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Couche entierement connectée Opération élément a élément  Duplication  Concaténation

avec fonction d'activation

Figure 3.2 — Représentation des cellules GRU et FCGRU

Meécanisme d’attention modifié

La seconde partie des branches consiste en un mécanisme d’attention mo-
difié, combinant les sorties intermédiaires de la cellule FCGRU dans le but
d’extraire des caractéristiques par source. Les mécanismes d’attention (voir
chapitre 1) sont trés utilisés en traitement de signal 1D pour combiner les
sorties des RNN au moyen de poids d’attention traditionnellement calculés
grace a une fonction SoftMax. Ainsi, les poids d’attention ont des valeurs
comprises dans lintervalle [0,1] et leur somme est contrainte a 1, ce qui
apporte une interprétation probabiliste a leur distribution. En raison de la
contrainte de somme sur les poids d’attention, il a été remarqué que l’at-
tention SoftMax a la propriété de prioriser une instance (en lui affectant
une valeur proche de 1 ce qui écrase le reste des poids) sur les autres, ce qui
la rend particuliérement adaptée pour les taches de traduction automatique
ot chaque mot cible est généralement aligné sur un des mots sources (Ka-
ramanolakis et al., 2019). Cependant, dans le contexte de la classification
de l'occupation du sol & partir de séries temporelles d’images satellitaires,
il est rare qu'une seule estampille temporelle soit déterminante aux dépens
de toutes les autres. Par conséquent, forcer la somme des poids & 1 peut ne
pas étre approprié dans notre contexte ot plusieurs estampilles temporelles
peuvent se révéler pertinentes pour les diverses classes d’occupation du sol.
C’est pourquoi dans la formulation du mécanisme d’attention adopté pour le
modeéle proposé, nous avons relaxé cette contrainte en substituant la fonction
SoftMax par une fonction tanh dans le calcul des poids d’attention. Ceci
permet de pondérer les estampilles temporelles indépendamment les unes
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des autres tel dans un systéme a portes comme celui adopté pour controler le
flux d’information dans les RNNs avancés (LSTM, GRU). La fonction tanh
autorise par ailleurs une gamme de valeurs plus large pour les poids d’atten-
tion avec des occurrences négatives, a savoir [-1,1|. Les équations suivantes
définissent formellement le mécanisme d’attention introduit, modifié avec la
fonction tanh :

score = v tanh(Wh; + b) (3.1)
a = tanh(score) (3.2)
feat = Z a;hy, (3.3)

ou h; représente les sorties intermédiaires de la cellule FCGRU tandis que la
matrice W et les vecteurs v et b sont des parameétres appris par le modéle.
a est le poids d’attention traditionnellement calculé & ’aide d’une fonction
SoftMax remplacée ici par une fonction tanh. Notons que dans le cas présent
de la classification des séries temporelles d’images satellitaires ou il n’y a nul
besoin de décodeur comme c’est le cas pour ’architecture encodeur-décodeur,
le vecteur de contexte sert directement de caractéristiques (feat) pour la
classification.

Le mécanisme d’attention ci-dessus décrit est employé pour combiner les
sorties intermédiaires du FCGRU dans chacune des branches et extraire des
caractéristiques par source encodant l'information temporelle en entrée. Ces
dernieres sont dénommeées feat,qq et feat,, respectivement pour la branche
radar et optique. En plus, un autre mécanisme d’attention est également
employé sur la concaténation des sorties intermédiaires par source du FC-
GRU afin d’extraire des caractéristiques fusionnées. Celles-ci sont dénommées
feat fuseq €t encodent a la fois I'information des séries temporelles radar et op-
tique mais également leur complémentarité. Nous nommons également «.qq,
Qopt €6 pyseq, I'ensemble des poids d’attention associés respectivement a la
combinaison des sorties intermédiaires de la branche radar, de la branche
optique et de leur concaténation.

Emploi des caractéristiques pour la classification finale

L’ensemble des caractéristiques, une fois généré, est employé pour ef-
fectuer la classification finale de 'occupation du sol. Trois classifieurs sont
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utilisés & cet effet : un classifieur associé aux caractéristiques issues de la
combinaison des sorties intermédiaires des branches radar et optique et deux
classifieurs auxiliaires associées aux caractérisitiques par source issues des
branches. Le classifieur correspondant aux caractéristiques fusionnées est un
réseau de neurones constitué de deux couches entiérement connectées avec
une activation ReLU et la technique de dropout, suivies d’une couche de
sortie avec une activation SoftMax. Quant aux classifieurs auxiliaires, elles
correspondent chacune & une couche de sortie avec une activation SoftMazx.
Les classifieurs auxiliaires sont utilisés pour renforcer la complémentarité
entre les caractéristiques extraites par source et les rendre chacune, le plus
possible, discriminantes par elles-mémes indépendamment des autres (Hou
et al., 2017; Interdonato et al., 2019; Ienco et al., 2019b). La perte (L) servant
a loptimisation des trois classifieurs est définie comme suit :

L = CE(Y,CL(featusea) + A Y _ CE(Y,OUT(feat source)) (3.4)

sourcec{rad,opt}

ou CE est ’entropie croisée dans un contexte multi-classe définie par I'équa-
tion (3.6); Y est 'information de référence c’est-a-dire la classe d’occupation
du sol & prédire ; CL correspond au classifieur associé aux caractéristiques fu-
sionnées et OUT est un classifieur auxiliaire. Enfin, X\ est un hyper-parameétre
qui pondére le cout lié aux classifieurs auxiliaires. La prédiction finale de
I'occupation du sol (pred) est obtenue en combinant les sorties des trois clas-
sifieurs suivant le schéma de pondération adopté précédemment :

pred =arg mam(CL(featfused) + A Z OUT(featsource)) (35>

source€{rad,opt}

C
CE =~ y.log(p.) (3.6)

ou C est le nombre de classes; y. correspond a ’étiquette a prédire et p. est
la distribution de probabilité SoftMax en sortie des classifieurs.

Stratégie de pré-entrainement

Dans le but d’incorporer les connaissances spécifiques sur les classes d’oc-
cupation du sol dans 'apprentissage du modéle HOb2sRNN , nous avons mis
en place une stratégie de pré-entrainement des parameétres qui y sont associés.
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Celle-ci consiste a répéter I'apprentissage du modéle pour chaque niveau de
I'organisation hiérarchique des classes d’occupation du sol, du plus général
au plus spécifique ou au plus fin qui correspond également au niveau de clas-
sification envisagé. Plus précisément, I’apprentissage du modéle est initialisé
au niveau le plus élevé de la taxonomie, puis se poursuit au niveau suivant
en réutilisant les parameétres appris précédemment pour l’ensemble de 1’ar-
chitecture, excepté ceux des classifieurs, puisque ces derniers sont spécifiques
a chaque niveau (Figure 3.3). Ainsi, de nouveaux paramétres sont appris a
chaque niveau de la hiérarchie pour I’ensemble des classifieurs. Cette straté-
gie est conduite jusqu’a ce que le niveau de classification cible soit atteint.
En résumé, la stratégie de pré-entrainement hiérarchisée introduite permet
au modele de se focaliser en premier sur des problémes de classification avec
un haut niveau d’abstraction et progressivement, de s’adapter a des taches
de classification de complexité croissante. De plus, le processus mis en place
permet au modéle d’aborder la classification au niveau cible en intégrant une
sorte de connaissance préalable de la tache (basée sur les classes de haut
niveau) au lieu de I'aborder de bout-en-bout a partir de rien.

Classifieurs du niveau 1 Classifieurs du niveau cible
‘ (LD @ssscee LI
== == == ==

O

CRYAM 17 LA |

Niveau 1 de la hiérarchie des classes Niveau de classification envisagé

Figure 3.3 — Illustration de la stratégie de pré-entrainement du modele
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3.2.2 Protocole expérimental

L’évaluation de la méthode HOb2sRNN est conduite sur les sites de l'ile
de la Réunion et du bassin arachidier au Sénégal. Les dates d’acquisition des
séries temporelles Sentinel-1 et Sentinel-2 sont illustrées par les figures 3.4
et 3.5, respectivement pour l'ile de la Réunion et le site du Sénégal. Notons
que pour les données Sentinel-2, seules les bandes spectrales a 10-m sont
considérées en plus de l'indice de végétation NDVI.

REUNION
Sentinel-2 ° | B e o 0 0 oo ® o oo o0 [ 1) e o oo
Sentinel-1 ® © 0 06 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0o o e o
jan fév mar avr mai jui jul aol sep oct nov déc jan

Figure 3.4 — Dates d’acquisition des 26 images Sentinel-1 et 21 images
Sentinel-2 sur l'ile de la Reunion

SENEGAL
Sentinel-2 o oo o0 ° ° ° ° ° o0 o0 o oo o0
Sentinel-1 . ° ° . ° ° ° ° ° ° ° . ° ° ° °
mai jui jul aol sep oct nov

Figure 3.5 — Dates d’acquisition des 16 images Sentinel-1 et 19 images
Sentinel-2 sur le site du Sénégal

Dans le but de conduire ’analyse des données au niveau objet, une seg-
mentation est effectuée au préalable sur chaque site d’étude. Pour ce faire,
nous utilisons les images a trés haute résolution spatiale disponibles sur cha-
cun des sites d’étude c’est-a-dire une image SPOT-6/7 sur l'ile de la Réunion
et une image PlanetScope sur le site du Sénégal. Afin d’assurer une corres-
pondance spatiale précise, chacune des images est au préalable recalée sur la
grille des données Sentinel & partir de points homologues extraits automa-
tiquement. Elles sont ensuite segmentées avec l'algorithme Large Scale Ge-
neric Region Merging (LSGRM) implémenté dans ’Orfeo Toolbox (Lassalle
et al., 2015). Les paramétres de segmentation (seuils d’homogénéité spatiale
et spectrale) sont ajustés par interprétation visuelle & travers plusieurs essais
afin que les objets finaux segmentés correspondent le plus possible aux unités
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d’occupation du sol des sites étudiés. Un apergu des couches de segmentation
obtenues sur les deux sites est illustré par les figures 3.6 et 3.7.

Figure 3.6 — Quelques apergus de la couche de segmentation obtenue sur 'ile
de la Réunion

0 25 5km
e ==

Figure 3.7 — Quelques apercus de la couche de segmentation obtenue sur le
site du Sénégal
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Les vérités terrain disponibles en format vecteur sur les deux sites contiennent
une collection de polygones, chacune appartenant a une classe d’occupation
du sol spécifique. Pour rappel, 6 265 et 734 polygones labélisés ont été respec-
tivement collectés sur l'ile de la Réunion et le site du Sénégal (voir chapitre
2). Afin d’obtenir une base d’apprentissage constituée d’échantillons radiomé-
triquement homogénes sur les deux sites d’études, les vérités terrain ont été
spatialement intersectées avec les couches de segmentation produites. Ainsi
7908 et 3084 nouveaux polygones labélisés sont finalement obtenus, respec-
tivement sur 'ile de la Réunion et le site du Sénégal (Tableaux 3.1 et 3.2).
Outre 'obtention d’échantillons radiométriquement homogénes, ce procédé
a pour intérét d’augmenter sensiblement le nombre total d’échantillons de la
base d’apprentissage, en I'occurrence sur le site du Sénégal (un peu plus de
4 fois). Enfin, les valeurs moyennes des objets sont extraites des séries tem-
porelles pour permettre I’apprentissage des modéles au niveau orienté-objet.

Tableau 3.1 — Nombre de polygones par classe sur I'ile de la Réunion

Classe Polygones
1 - CANNE A SUCRE 1258
2 - PATURAGE ET FOURRAGE 869
3 - MARAICHAGE 912
4 - CULTURE SOUS SERRE 533
OU OMBRAGEE
5 - ARBORICULTURE 1014
6 — ESPACE BOISE 1106
7 — LANDE ET SAVANE 850
8 - ROCHER ET SOL NU NATUREL 573
9 — OMBRE DUE AU RELIEF 107
10 - EAU 261
11 — ESPACE ARTIFICIALISE 725
TOTAL 7908

Afin d’injecter des connaissances & priori sur les classes d’occupation du
sol dans l’apprentissage, nous avons dérivé sur les deux sites d’étude, une
organisation hiérarchique des classes d’occupation du sol. (Figures 3.8 et 3.9).
Les taxonomies mises en place comprennent trois niveaux de représentation
dont le plus fin correspond au niveau de classification cible décrit dans les
tableaux 3.1 et 3.2.

Avec le dessein de fournir une analyse approfondie du modéele HOb2sRNN ,
nous avons évalué ses performances par rapport a cinq autres approches
d’état de I'art dans la cartographie de 'occupation du sol. La premiére ap-
proche adoptée est celle des foréts aléatoires (RF) évaluée selon deux straté-
gies de fusion des données : (i) une fusion précoce o les informations radar et
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Tableau 3.2 — Nombre de polygones par classe sur le site du Sénégal

Classe Polygones
1 - FORMATION BUISSONNANTE 100
2 — JACHERE ET FRICHE 322
3 - MARE 99
4 - RIVE ET SOL NU 132
5 - VILLAGE 767
6 — ZONE HUMIDE 156
7 - VALLEE 56
~ CEREALE 816
9 - LEGUMINEUSE 676
TOTAL 3084
Racine
Espaces agricoles Espaces naturels et foréts Eau  Espaces artificialisés
@) ®)
Canne a sucre, Espaces boisés,  Rochers, Sols nus et T
Pdturage et Fourrage Autres Cultures Arboriculture landes et savanes Ombre de relief Eau  Espaces artificialisés
ﬂ A A ﬂ [ ]
O o O O O
C/mn( Pm‘umq( Mam/r}mq( Cuh‘ur(s Ar ),)7,(“],‘“,( El'spa((s Landes Rochers — Ombre Eau  Espaces artificialisés

a sucre et Fourrage sous serre boisés et Savanes et Sols nus de relief

Figure 3.8 — Hiérarchie des classes d’occupation du sol sur l'ile de la Réunion

optique sont concaténées pour entrainer le classifieur (Erinjery et al., 2018);
par la suite cette variante est désignée RF.,,, et (ii) une fusion tardive dans
laquelle un classifieur est entrainé par source, puis la décision finale obte-
nue par le produit des sorties respectives par source (Valero et al., 2019);
cette variante est dénommée RF,,.. Les autres approches sont : un classi-
fieur SVM (Support Vector Machine); un perceptron multi-couche (MLP)
comme celui employé comme classifieur des caractéristiques fusionnées du
modele HOb2sRNN ; le modéle TempCNN (Temporal Convolutional Neural
Network) proposé par Pelletier et al. (2019) qui procéde par des convolutions
temporelles 1D et le modele OD2RNN (Ienco et al., 2019a) issu des recherches
préliminaires qui ont abouti & la méthode HOb2sRNN. Tout comme pour
les approches RF, les modeles SVM et MLP sont entrainés en employant la
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Figure 3.9 — Hiérarchie des classes d’occupation du sol sur le site du Sénégal

concaténation des informations radar et optique. Pour I'approche TempCNN,
nous avons mis en place un modéle a 2 branches, une par source de données.
L’architecture de chaque branche reste identique a celle décrite par Pelletier
et al. (2019). Enfin, le modéle OD2RNN est employé avec la méme struc-
ture et les mémes paramétres pris en compte par lenco et al. (2019a). Le
nombre de parameétres optimisables des approches par réseaux de neurones
est reporté dans le tableau 3.3.

De plus, nous avons mené une analyse de sensibilité sur I’hyper-parameétre
A dumodéle HOb2sRNN pondérant la contribution des classifieurs auxiliaires
et dont la valeur est initialement fixée & 0.5. Une étude d’ablation est éga-
lement conduite sur les sources d’entrée ainsi que sur les principales compo-
santes du modéle afin de déméler leurs avantages au regard de la méthode pro-
posée. Trois composantes sont exclues tour a tour. En considérant les données
multi-sources, nous faisons tout d’abord abstraction des mécanismes d’at-
tention utilisés. Cette variante du modéle est dénommée HOb2SRNNy,as)-
Ensuite, nous faisons fi de la stratégie de pré-entrainement hiérarchisée adop-
tée. Cette derniére est dénommée HOb2sRNNy,premier- Pour finir, nous né-
gligeons ’étape d’enrichissement liée a I’emploi des deux couches entiérement
connectées dans la cellule FCGRU. Ceci équivaut a 1'utilisation d’une cellule
GRU. Cette variante est nommée HOb2sRNNgry. Nous avons par ailleurs
examiné une autre variante du modéle, ol nous revenons au mécanisme
d’attention classique employant une fonction SoftMaz. Elle est dénommée
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HOb2sRNNg, finrazar- Enfin, deux analyses qualitatives sont fournies : la pre-
miére porte sur les cartes d’occupation du sol produites par les différentes
méthodes tandis que la seconde consiste en une inspection des poids d’at-
tention « appris par le modéele HOb2sRNN, en vue d’examiner dans quelle
mesure ils peuvent contribuer a son interprétabilité.

Tableau 3.3 — Nombre de paramétres optimisables des approches par réseaux
de neurones sur les deux sites

Modéles Paramétres optimisables
Réunion Sénégal
MLP 349195 332809
TempCNN 465739 268617

OD2RNN 2173761 2160667
HOb2sRNN 4391810 4382576

Les valeurs des données d’apprentissage sont normalisées par bande, consi-
dérant les séries temporelles mulit-source, dans l'intervalle |0,1]|. Les données
sont divisées en jeu d’entrainement, jeu de validation et jeu test avec des
proportions respectives de 50%, 20% et 30% des objets labélisés. Pour ce
faire, nous nous assurons également que tous les objets labélisés, issus du
méme polygone de vérité terrain avant l'intersection spatiale, se retrouvent
exclusivement dans I'une des 3 partitions (entrainement, validation ou test)
afin d’éviter au mieux de possibles biais d’auto-corrélation spatiale dans la
procédure d’évaluation. Par ailleurs, les modéles sont optimisés a travers une
procédure d’entrainement et validation : les hyper-paramétres des modéles
RF et SVM sont variés dans une gamme de valeurs afin de sélectionner les
valeurs leur permettant de généraliser au mieux pendant ’entrainement sur
le jeu de validation ; dans le cas des réseaux de neurones (MLP, TempCNN,
OD2RNN et HOb2sRNN ), les valeurs des hyper-parameétres sont fixées dans
I’élaboration des architectures et ce sont les paramétres ou poids permet-
tant d’obtenir une meilleure généralisation sur le jeu de validation pendant
les époques d’entrainement qui sont sauvegardés. Les hyper-parameétres et
valeurs associées des méthodes sont reportés dans le tableau 3.4.

Trois métriques sont considérées pour évaluer les performances des mo-
déles sur le jeu test : la précision globale, le Fl-score et le coefficient Kappa
(voir Section 1.2.3 pour les définitions). Etant donné que les performances
des modeéles que nous évaluons, sont susceptibles de varier en fonction de la
division des données, en raison d’échantillons plus simples ou plus complexes
impliqués dans les différentes partitions, ces métriques sont moyennées sur
10 divisions aléatoires du jeu de données suivant la stratégie précédemment
décrite. Les expériences sont conduites sur une station de travail dotée d’un
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CPU Intel Xeon, d’'une RAM de 256 GB et de 4 cartes GPU NVIDIA TITAN
X. Avec une telle configuration, I'entrainement du modele HOb2sRNN a duré
approximativement 16 et 4.5 heures, respectivement sur I'ile de la Réunion
et le site du Sénégal. L’implémenation du modeéle HOb2sRNN est disponible
a 'adresse https://github.com/eudesyawog/HOb2sRNN.

Tableau 3.4 — Hyper-paramétres et valeurs associées des compétiteurs

Meéthode Hyper-paramétre Valeur ou Gamme
Nombre d’arbres {100, 200, 300,400,500}
RF Profondeur maximale {20,40,60,80,100}
Maximum de caractéristiques {’sqrt’, "log2’, aucune}
Noyau {’linéaire’, 'polynomial’, "RBF’,
sigmoide’}
SVM Ceefficient ~ {0.25,0.5,1,2}
Pénalité {0.1, 1, 10}
Unités par couche 512
MLP Couches cachées 2
Taux de Dropout 0.4
Unités FCGRU 512
Unités FC 64
Unités F'Cs 128
HOb2sRNN Unités du classifieur des 512 par couche
caractéristiques combinées
Taux de Dropout 0.4
Hyper-paramétre A 0.5
Taille par lot 32
) Optimiseur Adam (Kingma and Ba, 2015)
Tous les réseaux ) . 4
de netrones Taux d’apprentissage 10
Nombre d’époques 2000 (par niveau pour
HOb2sRNN)

3.2.3 Evaluation quantitative
Performances générales des modéles

Nous reportons dans le tableau 3.5, les performances moyennes des mo-
déles sur les deux sites d’étude. Nous remarquons que la méthode proposée
performe mieux que ses compétiteurs sur les deux sites d’étude, bien que
I’écart de performance soit plus prononcé sur le jeu de données de la Réunion
que sur le site du Sénégal. Ceci peut étre di au fait que le jeu de données
de I'ile de la Réunion posséde plus d’échantillons de vérité terrain (environ
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Tableau 3.5 — Performances moyennes des modeéles sur les deux sites d’étude

Reunion F1-score Kappa Précision globale
RFcary 75.62 £ 1.00 0.726 £+ 0.011 75.75 £ 0.98
RFate 74.26 + 0.75  0.713 £ 0.009 74.72 + 0.78

SVM 75.34 + 0.88  0.722 £ 0.010 75.39 + 0.89
MLP 77.96 + 0.70  0.752 £ 0.008 78.03 + 0.66
TempCNN  77.76 + 1.06  0.749 + 0.012 77.79 £ 1.05
OD2RNN 74.39 £ 1.14  0.712 £ 0.012 74.50 + 1.09
HOb2sRNN 79.66 £ 0.85 0.772 £+ 0.009 79.78 + 0.82

Sénégal F1-score Kappa Précision globale
RFcarty 86.31 + 0.91  0.828 £ 0.012 86.35 + 0.90
RFqte 85.31 £ 0.50  0.816 £ 0.006 85.45 + 0.48

SVM 89.95 £ 0.85 0.875 £ 0.011 89.96 + 0.85
MLP 90.05 £ 0.56  0.876 £ 0.007 90.07 £ 0.57
TempCNN  88.81 + 0.58  0.861 + 0.007 88.83 + 0.58
OD2RNN 88.35 +£ 0.72  0.855 £ 0.009 88.34 + 0.72
HOb2sRNN 90.78 + 1.03 0.885 + 0.013 90.78 + 1.03

huit fois) que le jeu de données sénégalais. 1l est généralement admis que les
modeles d’apprentissage profond parviennent a étre plus performants que les
méthode classiques d’apprentissage automatique, lorsqu’ils sont entrainés sur
d’importants volumes de données. En ce qui concerne les autres approches
évaluées, en particulier les modeles RF (RFiqy et RFjq), nous notons que
la stratégie de fusion tardive c’est-a-dire RFj,. s’avére moins efficace que
la concaténation directe des deux sources de données. L’approche SVM ob-
tient des scores similaires & ceux de RF¢q, sur l'ile de la Réunion, tandis
qu’elle surpasse ce dernier sur le site du Sénégal. Ce dernier point met par-
ticuliérement en évidence la pertinence de l'algorithme SVM pour les jeux
de données limités en termes d’échantillons étiquetés. Quant aux modéles
MLP et TempCNN, tous deux ont obtenu des scores inférieurs a ceux de
HOb2sRNN sur l'ile de la Réunion, tandis que les performances du modele
MLP sont comparables a celles de HOb2sRNN sur le site du Sénégal. De plus,
les performances du modéle OD2RNN sur les deux sites étudiés indiquent la
plus-value des extensions apportées par le modele HOb2sRNN. Pour finir,
notons que les scores, relativement meilleurs, obtenus sur le site du Sénégal
par rapport a celui de la Réunion proviennent sans doute de ’aspect topogra-
phique liée a ces deux sites. En effet, I'lle de la Réunion est caractérisée par
une topographie accidentée alors que le site sénégalais est essentiellement
plat. Les effets de relief, comme 'ombre ou l'orientation, peuvent induire
des biais dans la discrimination des classes d’occupation du sol impactant
beaucoup plus certainement l'ile de la Réunion (Ienco et al., 2019b).
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Analyse sur les classes d’occupation du sol
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Figure 3.10 — Performances moyennes par classe d’occupation du sol sur I'ile
de la Réunion (I’écart-type est affichée sous forme de barre d’erreur)
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Figure 3.11 — Performances moyennes par classe d’occupation du sol sur le
site du Sénégal (I’écart-type est affichée sous forme de barre d’erreur)

La suite de notre évaluation est portée sur 'analyse des performances par
classe d’occupation du sol. Les valeurs de Fl-score par classe sur les deux
sites sont illustrés respectivement par les figures 3.10 et 3.11. Sur le site de
la Réunion, nous notons que le modéle proposé obtient de meilleures perfor-
mances sur une majorité des classes d’occupation du sol, excepté quelques
unes oul ses performances restent cependant compétitives par rapport aux
autres approches comme RF ou MLP. Il convient de noter également que le
modele HOb2sRNN est particulierement efficace sur les classes d’occupation
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du sol relatifs a 'agriculture ou a la végétation en 'occurrence la canne a
sucre, les paturage et fourrage, les cultures maraichéres ou aussi ’arboricul-
ture. Ceci souligne le fait que la méthode proposée est bien adaptée pour tirer
parti des dépendances temporelles caractérisant ces classes d’occupation du
sol. Sur le site du Sénégal, les performances par classe d’occupation du sol
sont plus modérées pour le modele HOb2sRNN. Elle a toutefois obtenu de
meilleurs scores sur les classes jachére et friche, mare, céréale et légumineuse.
Il convient également de noter dans ce cas, que les classes les mieux caractéri-
sées par le modele proposé, présentent des dynamiques temporelles notables.
Par exemple, il est courant d’observer de la végétation naturelle pousser sur
les zones en jachere; les mares se créent le plus souvent pendant la saison
pluvieuse ; ou encore les classes céréale et 1égumineuse qui ont un cycle de
développement lié a la saison pluvieuse. Ces résultats sous-tendent les ob-
servations faites sur l'ile de la Réunion et renforcent le fait que la méthode
proposée est capable de tirer parti des dépendances temporelles pour prendre
ses décisions.

Pour approfondir I’analyse par classe, nous avons également examiné les
erreurs de classification commises par I’ensemble des modéles sur les deux
sites d’étude. Les matrices de confusion entre classes sont reportées respec-
tivement sur les figures 3.12 et 3.13. Sur l'ille de la Réunion, nous obser-
vons particuliérement des erreurs de classification entre espace artificialisé et
culture sous serre généralisées pour ’ensemble des méthodes. Pour le reste,
les résultats sont cohérents avec les scores par classe précédemment discutés.
Sur le site du Sénégal, les confusions varient sensiblement entre méthodes.
Par exemple, les approches RF présentent des confusions pour les formations
buissonnantes et jachéres qui sont respectivement mal classés en céréale et
légumineuse. Nous pouvons également souligner la confusion entre mare et
zone humide. Les autres méthodes, notamment la méthode proposée, ont ten-
dance a réduire ces confusions comme le soulignent leur matrices respectives.

Analyse de sensibilité sur la pondération liée aux classifieurs auxi-
liaires

Dans cette partie, nous analysons de quelle fagon ’hyper-paramétre \, as-
socié a la contribution des classifieurs auxiliaires, influence les performances
du modéle proposé. A cette fin, nous faisons varier ), initialement fixé a
0.5, dans 'intervalle [0.1, 0.7] en incrémentant sa valeur de 0.1. Les résultats
présentés en figure 3.14 montrent de maniére générale une stabilité des perfor-
mances obtenues sur les deux sites d’étude. De plus, dans la gamme de valeur
adoptée pour I'hyper-paramétre A, les performances du modéle HOb2sRNN
restent compétitives par rapport a celles des autres approches évaluées précé-
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Sites + REUNION + SENEGAL
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Figure 3.14 — Analyse de sensibilité du modele HOb2sRNN a la variation de
I’hyper-paramétre A associé a la perte des classifieurs auxiliaires. L’écart-type
est affiché sous forme de barre d’erreur.

demment. Nous notons que le Fl-score, sur le site de la Réunion, varie entre
79.02 et 79.87% pour des valeurs A respectives de 0.4 et 0.6, tandis que sur
le site du Sénégal, celui-ci varie entre 89.35 lorsque A prend la valeur 0.1 et
90.78% lorsque \ est égal a 0.5.

Analyse d’ablation sur les sources d’entrée

Dans cette étape de notre analyse quantitative, nous réalisons une étude
d’ablation sur les données multi-sources en entrée des différents modéles éva-
lués. Une seule source a la fois est alors considérée pour effectuer la classifi-
cation de 'occupation du sol, entrainant 1'utilisation d’une branche unique
pour les modeéles TempCNN, OD2RNN et HObZ2sRNN. Les résultats sont
reportés respectivement dans les tableaux 3.6 et 3.7 pour les deux sites.

Nous remarquons tout d’abord un comportement spécifique de la source
radar (Sentinel-1) a I’égard de chacun des sites. Si la source radar est plus
ou moins discriminante sur le site du Sénégal, il n’en va pas de méme pour
Iile de la Réunion, compte tenu des faibles performances obtenues pour les
méthodes évaluées notamment 'approche SVM. Comme mentionné précé-
demment, I'lle de la Réunion est caractérisée par un relief trés accidenté
comparé au site du Sénégal situé dans une vaste plaine. Le signal radar étant
beaucoup plus sensible que le signal optique aux effets de relief élevé, les
performances des modéles évalués ont certainement été négativement impac-
tées sur le site de la Réunion lorsque seule la source radar était employée.
Ainsi, lorsque les deux sources sont combinées (voir Tableau 3.5), la majorité
des approches ont des performances légérement moins bonnes ou similaires a
celles de ’emploi de la source optique seule (Sentinel-2), en raison du bruit
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Tableau 3.6 — Performances moyennes des modéles évalués sur le site de la
Réunion considérant ['ablation de I'une des sources

Sentinel-1 F1-score Kappa Précision globale
RF 36.77 £ 0.93 0.291 + 0.011 37.85 + 0.95
SVM 6.56 + 0.36 0.018 + 0.009 16.85 4+ 0.53
MLP 34.93 £ 1.42 0.271 + 0.016 36.01 £ 1.39
TempCNN  32.28 +1.19  0.239 + 0.013 33.17 £ 1.17
OD2RNN 31.83 £0.98 0.234 £+ 0.012 32.71 + 1.01
HOb2sRNN  31.80 £ 1.10  0.231 + 0.011 32.39 + 1.04

Sentinel-2 F1-score Kappa Précision globale
RF 76.24 + 0.59  0.732 £ 0.007 76.32 + 0.63
SVM 75.55 + 0.80  0.724 + 0.009 75.60 + 0.80
MLP 77.95 + 0.69  0.751 £ 0.008 77.98 + 0.73
TempCNN  78.25 + 0.88  0.755 + 0.010 78.27 + 0.90
OD2RNN 74.55 +£ 0.81  0.714 + 0.008 74.66 + 0.72
HOb2sRNN 78.69 + 0.95 0.761 + 0.010 78.79 + 0.91

Tableau 3.7 — Performances moyennes des modéles évalués sur le site du
Sénégal considérant I'ablation de I'une des sources

Sentinel-1 F1-score Kappa Précision globale
RF 75.71 +£1.03  0.703 £ 0.013 76.56 £+ 1.00
SVM 71.27 + 0.82  0.653 £ 0.010 72.82 + 0.78
MLP 78.96 + 1.28 0.738 4+ 0.015 79.05 + 1.23
TempCNN  77.79 + 0.79  0.725 £ 0.010 78.01 + 0.80
OD2RNN 75.07 £ 1.59  0.692 £ 0.019 75.34 + 1.50
HOb2sRNN 7742 +1.33 0.721 £ 0.016 77.63 &+ 1.27

Sentinel-2 F1-score Kappa Précision globale
RF 84.51 + 1.17  0.806 £ 0.015 84.60 + 1.17
SVM 88.64 + 0.47 0.858 + 0.006 88.63 + 0.45
MLP 88.38 + 0.61  0.855 &£ 0.008 88.40 + 0.62
TempCNN 8742 + 1.02 0.843 £+ 0.013 87.42 £ 1.04
OD2RNN 86.03 + 0.75  0.826 + 0.010 86.01 + 0.75
HOb2sRNN  87.56 + 1.33  0.845 + 0.017 87.55 + 1.33

qui semble provenir du signal radar. Toutefois, la méthode proposée a su tirer
parti de la complémentarité entre les données radar et optique pour amélio-
rer la classification a partir des données multi-sources. C’est également le cas
sur le site du Sénégal ot la méthode proposée n’est pas la meilleure en em-
ployant individuellement les sources mais arrive a étre plus performante que
les autres approches avec la combinaison des données multi-sources méme si
toutes les méthodes évaluées se sont améliorées. Il n’existe pas de tendance
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réelle dégageant une méthode commune sur les deux sites qui traite mieux
que les autres a la fois les données radar ou optique. Néanmoins, il est a sou-
ligner, conformément aux résultats obtenus sur les deux sites, que I’approche
SVM ne semble pas parfaitement adapté pour exploiter les données radar.

Analyse d’ablation sur les composantes du modéle proposé

Tableau 3.8 — Performances moyennes des modéles

Reunion F1-score Kappa Précision globale
HOb2sRNNNo a1t 77.66 £ 0.99 0.749 + 0.011 77.74 £ 0.99
HOb2sRNNsofivanare  77.32 £1.22  0.746 £ 0.013 77.47 + 1.18
HOb2sRNNNopremier  18.35 £0.70  0.756 + 0.007 78.43 £ 0.66
HOb2sRNNgru 79.09 £ 0.57  0.764 &+ 0.006 79.10 £ 0.50
HOb2sRNN 79.66 £ 0.85 0.772 £ 0.009 79.78 + 0.82

Sénégal F1-score Kappa Précision globale
HOb2sRNN oA+t 89.86 £ 0.62  0.874 + 0.008 89.89 £ 0.63
HOb2sRNNsofimazare  89.91 £0.54  0.874 £+ 0.007 89.92 £ 0.52
HOb2sRNNNopremier 89.25 £0.88  0.866 &+ 0.011 89.24 £ 0.87
HOb2sRNNgRru 89.12 + 0.64  0.864 £ 0.008 89.11 £+ 0.64
HOb2sRNN 90.78 + 1.03 0.885 + 0.013 90.78 £+ 1.03

Les résultats de I’étude d’ablation effectuée sur les différentes compo-
santes du modéle HOb2sRNN sont présentés dans le tableau 3.8. En ce qui
concerne l'utilisation ou non de mécanismes d’attention a travers les dif-
férentes variantes ou le modéle proposé, nous pouvons observer que cette
composante contribue aux performances finales de classification sur les deux
sites d’étude, davantage sur l'ile de la Réunion que sur le site du Sénégal
(environ 2 points d’amélioration apportés par le modéle proposé par rapport
a HOb2sRNNy,ay contre presque un point). De plus, il est & noter que la
variante HOb2sRNNg,fiarazanPrésente des performances similaires a celles de
la variante HOb2sRNNy,a4 et inférieures & celles du modéle proposé, ce qui
confirme notre hypothése de départ sur le bénéfice qu’induirait la relaxation
de la contrainte de somme équivalente & 1 existant sur les poids d’atten-
tion. A I’égard de I’évaluation de la stratégie de pré-entrainement du modéle,
nous notons également la plus-value de cette étape sur les deux sites d’étude
(environ 1 point d’amélioration apporté par le modéle proposé par rapport
a HOb2sRNNyopremier). Ces résultats montrent que l'injection de connais-
sances spécifiques au domaine & travers un processus de pré-entrainement
des réseaux de neurones peut améliorer les performances finales de classifica-
tion. Enfin, les résultats de la variante HOb2sRNNgry montrent que I'étape
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d’enrichissement réalisée dans la cellule FCGRU se révéle aussi utile sur les
deux sites, en particulier quand il existe peu de données étiquetés comme
c’est le cas pour le site du Sénégal.

3.2.4 Evaluation qualitative
Extraits des cartes d’occupation du sol

Dans cette premiére partie de notre évaluation qualitative, nous nous in-
téressons aux cartes d’occupation du sol produites par le bais des méthodes
évaluées. Pour chacun des sites d’étude, nous présentons successivement deux
séries d’extraits des cartes générées. Rappelons que les cartes sont produites
en labélisant la totalité des objets issus des couches de segmentation respec-
tives des deux sites. Les extraits des cartes sont présentés respectivement
dans les figures 3.15 et 3.16. Sur 'ile de la Réunion, la premiére série d’ex-
traits (Figure 3.15 a-h) représente une partie de Saint-Pierre, une zone co-
tiere mixte entre espace urbain et activités agricoles. Dans cet exemple, nous
notons les confusions mises en évidence dans l’analyse par classe entre les
espaces artificialisés et les cultures sous serre. Visuellement, les modéles RF
(RF}q en particulier) classifient mieux les espaces artificialisés. La seconde
série d’extraits (Figure 3.15 i-p) représente une zone mixte entre agriculture
et végétation naturelle environnante au sein du cirque de Salazie. Ici, il est
a noter que la méthode proposée détecte une quantité plus réaliste d’arbo-
riculture par rapport aux autres approches. De méme, a droite de quelques
extraits, nous observons que les espaces boisés sont classifiés a tort par cer-
taines approches comme RF en canne a sucre et landes/savanes. L’extrait de
I’approche OD2RNN montre également une confusion entre rochers et eau
en bas a gauche de I'extrait.

Sur le site du Sénégal, la premiére série d’extraits (Figure 3.16 a-h) se si-
tue dans un paysage rural avec une zone humide, prés du village de Diohine
au sud ouest du site d’étude. Si I’ensemble des méthodes parviennent a bien
ressortir le village en question, ce n’est pas le cas pour la zone humide qui
est mal détectée particulierement par les approches RF. Dans le second ex-
trait (Figure 3.16 i-p) mettant également en évidence un paysage rural avec
cette fois des activités agricoles, nous remarquons également que les modéles
RF ont tendance & surestimer la classe légumineuse tandis que les autres
approches détectent la classe céréale ou de la jachére. De cette analyse quali-
tative sur les cartes d’occupation du sol, il ressort surtout que les prédictions
de l'algorithme RF, parfois sensible au déséquilibre entre classes (Maxwell
et al., 2018), soient souvent biaisés, plus que celles des autres approches, vers
les classes majoritaires dans les jeux de données comme la canne a sucre sur
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Extrait 1 en zone cotiére mixte urbain et agriculture

L

(1) Image RGB

(m) MLP (n) TempCNN (o) OD2RNN (p) HOb2sRNN

[ ] CANNE A SUCRE [l CULTURE SOUS SERRE OU OMBRAGEE [] LANDE ET SAVANE [ EAU
[ PATURAGE ET FOURRAGE [l ARBORICULTURE I ROCHER ET SOL NU NATUREL
[ MARAICHAGE I ESPACE BOISE Il OMBRE DUE AU RELIEF 7] ESPACE ARTIFICIALISE

Figure 3.15 — Extraits des cartes d’occupation du sol sur le site de la Réunion.
L’image THRS ayant servi a la segmentation est affichée en guise de référence.
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Extrait 1 en paysage rural avec une zone humide

(e) MLP (f) TempCNN

Extrait 2 en paysage rural avec des activités agricoles

(n) (o) OD2RNN

Il FORMATION BUISSONNANTE [ MARE Il VILLAGE Il VALLEE [ | LEGUMINEUSE
Il JACHERE ET FRICHE I RIVE ET SOL NU [ ZONE HUMIDE [ CEREALE

Figure 3.16 — Extraits des cartes d’occupation du sol sur le site du Sénégal.
L’image THRS ayant servi a la segmentation est affichée en guise de référence.
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la Réunion ou les village et légumineuse dans le cas du site du Sénégal.

Analyse sur les poids d’attention

Dans cette seconde et derniére partie de 1’évaluation qualitative, nous
avons examiné dans quelle mesure les informations annexes dérivées des mé-
canismes d’attention c’est-a-dire les poids d’attention, pourraient contribuer
a obtenir des indications significatives sur le comportement de la méthode
HOb2sRNN vis-a-vis de la tache de classification de 'occupation du sol. Les
poids d’attention ont été employés avec succés dans le domaine du traite-
ment automatique du langage pour expliquer quelles parties du signal d’en-
trée contribuaient aux décisions prises par les RNNs (Bahdanau et al., 2015;
Britz et al., 2017; Choi et al., 2018). Dans le but de mettre en place une
analyse analogue dans notre contexte traitant de la classification de séries
temporelles multi-sources, nous nous sommes penchés sur les poids d’atten-
tion du modéle extraits du jeu test sur le site du Sénégal avec un intérét
particulier pour les cultures (classes céréale et légumineuse) motivé par les
connaissances agronomiques que nous avons du site d’étude. Nous reportons
sur la figure 3.17, la distribution des poids d’attention obtenus respective-
ment pour les classes céréale et légumineuse. Par souci de simplicité, nous
ne présentons que les résultats issus du mécanisme d’attention associé a la
classification des caractéristiques fusionnées.

A premiére vue, nous observons que le modéle pondére assez similaire-
ment sur les deux classes, les estampilles temporelles des différentes sources.
Nous remarquons également que les derniéres estampilles des séries tempo-
relles sont fortement pondérées. Il vaut la peine de noter qu’il peut y avoir
une corrélation entre ces valeurs d’attention élevées et le cycle de croissance
de ces cultures. Dans le bassin arachidier sénégalais, ces derniéres atteignent
leur pic d’activité pendant le mois d’aoit (milieu de la série temporelle)
également caractérisé par une forte activité pluvieuse, ce qui induit plus de
discrimination dans les réponses spectrales des classes d’occupation du sol.
Néanmoins, sur la distribution des poids présentée, un détail fait la différence
au niveau des deux derniéres estampilles optiques (25-10-2018 et 30-10-2018)
des deux classes qui sont pondérées différemment. Les poids attribués vis-a-
vis de ces deux estampilles sont plus élevés pour la classe céréale que pour
la classe légumineuse. Ce comportement semble étre associé aux pratiques
agricoles adoptées sur le site en fin de saison lors de la récolte. Tandis que
les céréales (principalement le mil) sont récoltées en coupant uniquement les
épis, les légumineuses (principalement l’arachide) sont complétement arra-
chées de terre. Ainsi, sur les estampilles considérées, les parcelles de céréale
sont certainement couvertes de plantes sénescentes alors que les parcelles
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Figure 3.17 — Distribution des poids d’attention des estampilles temporelles
multi-sources pour les classes céréale et légumineuse

de légumineuse se transforment en sol nu. Ces pratiques sont visibles sur les
images acquises aux derniéres estampilles temporelles. Elles sont illustrées sur
la figure 3.18 ot nous pouvons observer que la réponse spectrale des parcelles
de légumineuse n’est plus la méme a partir de I'estampille du 10-10-2018.

En conclusion de cette analyse, nous avons observé des corrélations exis-
tantes entre les poids d’attention dérivés du modéle HOb2sRNN et les pra-
tiques agricoles qui caractérisent le site d’étude considéré. Comme le montrent
ces résultats, 'exploration des paramétres d’attention peut aider a mieux ap-
préhender certaines décisions prises par le modéle proposé et fournir ainsi des
indications précieuses sur 'importance des informations contenues dans les
séries temporelles d’images satellitaires.
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(c) 25-10-2018 (d) 30-10-2018
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Figure 3.18 — Visualisation des pratiques agricoles de fin de saison sur le
site du Sénégal. Les images Sentinel-2 de fond sont affichées en composition
colorée « fausse couleur ».
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3.3 Approche MMCNNgp

Cette section est consacrée a la méthode MMCNNgp (Multi-Modal CNN
with per source Self-Distillation) qui traite de la cartographie de 'occupation
du sol au niveau pixel a partir de données multi-modales ou multi-sources
de télédétection en considérant simultanément des séries temporelles radar
(Sentinel-1) et optique (Sentinel-2) ainsi qu'une image optique (SPOT) a trés
haute résolution spatiale. Nous détaillons tout d’abord le fonctionnement de
la méthode proposée et présentons ensuite le protocole expérimental ainsi
que les résultats de son évaluation.

3.3.1 Description de la méthode

CNN-2D N |
Classifieur el
— SoftMax Aucxiliaire S1 *
- ‘x\\
Sentinel-1STIS Rs1 o o
3 SoftMax
i CNN-1D . Somme i
Fp W ’,
- > %j@g " > @ > - - :‘ Classifieur
' R “. Principal
Sentinel-2 STIS Rs2 e
CNN-2D \
yd «m8 T '
oSt : / Classifieur /
£ — i SoftMax  Auxiliaire 2
+ Rspor
Panchromatique « AR
b Classifieur
m SoftMax  Auxiliaire SPOT
Multispectrale .

Convolution Maxpooling Concaténation Auto-distillation

Figure 3.19 — Apercu global de la méthode MMCNNgp. Elle a 3 branches,
une dédiée a chaque source de données. Les séries temporelles Sentinel-1
(S1 STIS) et l'image SPOT sont traitées par un réscau CNN-2D tandis que
les séries temporelles Sentinel-2 (S2 STIS) le sont par un réseau CNN-1D.
Les représentations extraites pour chaque source sont ensuite agrégées par
la somme pour effectuer la classification finale. A cet effet, sont employés,
un classifieur principal associée a la représentation agrégée et des classifieurs
auxiliaires par source supervisés a partir de la distillation de la sortie du
classifieur principal.

La Figure 3.19 donne un apercu global du fonctionnement de la méthode
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MMCNNsp. Elle a 3 branches, une dédiée a chaque source d’information
complémentaire qu’elle prend en entrée : les séries temporelles Sentinel-1 et
Sentinel-2 ainsi que 'image a trés haute résolution spatiale SPOT. Chaque
branche est composée d'un encodeur CNN qui extrait une représentation spé-
cifique par source. Les représentations par source, respectivement Rgy, Rgo et
Rspor, sont par la suite agrégées selon un schéma de fusion tardive (Hu et al.,
2019) par le biais de leur somme. La représentation multi-source R, résul-
tant de l'agrégation, est finalement transmise a deux couches entiérement
connectées suivies par une couche de sortie avec une activation SoftMaz
(classifieur principal), afin d’effectuer la classification finale. De plus, la mé-
thode MMCNNgp est dotée d’une stratégie d’auto-distillation (Gou et al.,
2020; Wang and Yoon, 2021) lui permettant « d’apprendre d’elle-méme ». En
effet, chaque encodeur CNN par source est également muni d’une couche de
sortie (classifieur auxiliaire) avec une activation SoftMax, dans le but de
forcer le modeéle a extraire des représentations plus discriminantes et com-
plémentaires entre elles. Les classifieurs auxiliaires par source sont entrainés
pour mimer la sortie du classifieur principal, ceci dans le but de distiller
ou transférer les connaissances des couches les plus profondes, notamment
la sortie du modeéle, vers les couches les moins profondes c’est-a-dire celles
des encodeurs par source. Tandis que le processus classique de distillation
de connaissances (Hinton et al., 2015; Wang and Yoon, 2021) est basé sur
une architecture « enseignant — étudiant » ou le transfert de connaissances
se fait de I'enseignant a 1’étudiant, celui de l'auto-distillation (Zhang et al.,
2019) ne requiert pas de paire de modeéles distincts puisque la distillation
de connaissances se fait a partir du modéle lui méme de maniére autonome.
Pour faire le lien avec l'architecture « enseignant — étudiant », dans notre
cas, la sortie du classifieur principal du modéle MMCNNgp peut étre assi-
milée aux connaissances du modéle enseignant tandis que les encodeurs par
source représentent les modéles étudiants ayant pour objectif de mimer le
comportement de l’enseignant. Nous employons de cette facon la stratégie
d’auto-distillation dans un contexte d’analyse multi-modale. A cette fin, la
perte (L) & minimiser dans 'entrainement du modéle est définie comme suit :

L=CE(Y,CL(Ry)) + XY _ CE(CL(Ry), OUT(R,)) (3.7)
s€{51,52,SPOT}

ol Y est l'information de référence c’est-a-dire la classe d’occupation du sol a
prédire; C'E est I'entropie croisée dans un contexte multi-classe ; C'L corres-
pond au classifieur principal c¢’est-a-dire un réseau de neurones constitué de
deux couches entiérement connectées avec une activation ReLLU et la norma-
lisation par lot, suivies d’une couche de sortie avec une activation SoftMax ;

Y )
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OUT correspond a un classifieur auxiliaire constitué d’une couche de sortie
avec une activation SoftMax. Enfin, A est un hyper-parameétre contrélant
I'importance relative des cotts liés aux classifieurs auxiliaires et donc a la
stratégie d’auto-distillation par rapport a celle du classifieur principal asso-
cié a la représentation multi-modale. Bien que le modéle implique, pendant la
phase d’entrainement, 1'utilisation du classifieur principal et des classifieurs
par source associés a la stratégie d’auto-distillation, seule la prédiction four-
nie par le classifieur principal, ¢’est-a-dire C'L(R)y), est considérée en temps
d’inférence. L’ensemble des paramétres associés au modéele MMCNNgp est
appris de bout en bout.

Architecture des encodeurs CNN par source

Afin de tirer partie de la complémentarité des diverses sources d’informa-
tion dont nous disposons, nous avons concu des encodeurs CNN qui leur sont
spécifiques.

Pour traiter la série temporelle Sentinel-1, nous utilisons un réseau convo-
lutif & deux dimensions (CNN-2D). Ainsi, les données Sentinel-1 sont orga-
nisés en un empilement d’images successives dont le nombre total de bandes
est équivalent au nombre de dates d’acquisitions multiplié par un facteur de
2 puisque les données Sentinel-1 sont analysés en double polarisation (VV
et VH). Des imagettes de mémes dimensions spatiales centrées sur le pixel &
classifier sont dés lors extraites de cet empilement et constituent I'information
en entrée du CNN-2D.

Pour traiter la série temporelle Sentinel-2, nous avons suivi la littéra-
ture récente en cartographie de l'occupation du sol (Pelletier et al., 2019)
et adopté un réseau convolutif unidimensionnel (CNN-1D). Ici, ¢’est 'infor-
mation séquentielle du pixel, provenant de la série temporelle, qui constitue
I’entrée du modéle CNN-1D.

Enfin pour traiter 'image a trés haute résolution spatiale SPOT, nous
adoptons a nouveau un CNN-2D, a fortiori dans le but d’exploiter, autant
que possible, cette information spatiale & échelle fine. Les images SPOT dis-
posent d’'une bande panchromatique et de bandes multispectrales a des réso-
lutions spatiales différentes (1.5-m et 6-m respectivement). Afin de traiter les
deux types d’informations a leur résolution native en évitant dans le mesure
du possible toute étape intermédiaire pouvant engendrer des cofits de calcul
supplémentaires comme le rééchantillonnage ou le pan-sharpening (Gaetano
et al., 2018), le modéle CNN-2D adopté traite en premier l'information pan-
chromatique et une fois que les cartes d’activation produites ont les mémes
dimensions spatiales que les bandes multispectrales, ces derniéres sont in-
tégrées au processus par concaténation. Ici également, des imagettes (pan-
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chromatique et multispectrales), prises autour de la position géographique
correspondante au centre du pixel a classifier sur I'image Sentinel, sont ex-
traites de I'image SPOT.

Tableau 3.9 — Détails sur I'architecture du modéle MM CNNgp. (Par souci de
lisibilité, les classifieurs auxiliaires sont omis.)

Sentinel-1 Sentinel-2 SPOT

7x7 Conv2D (128) avec PAN
MaxPooling2D 3x3

3x3 Conv2D (128) 5x1 ConvlD (128) 5%5 Conv2D (256)
3x3 Conv2D (128) 3x1 ConvlD (128) Concaténation avec MS
3x3 Conv2D (256) 3x1 ConvlD (256) 3x3 Conv2D (256)
1x1 Conv2D (256) 1x1 ConvlD (256) MaxPooling2D 3x3
GlobAvgPooling2D  GlobAvgPooling1D 3x3 Conv2D (256)
1x1 Conv2D (256)
GlobAvgPooling2D

Agrégation par somme
Couche entiérement connectée (512) + ReL.U + Normalisation par lot
Couche entiérement connectée (512) + ReLU + Normalisation par lot
Couche de sortie entiérement connectée avec activation SoftMax

Nous reportons dans le tableau 3.9, les détails concernant ’architecture
du modéle MMCNNgp. La partie initiale du tableau, incluant les couches
de Pooling, décrit les encodeurs CNN par source précédemment discutés.
ConvlD et Conv2D désignent respectivement des convolutions 1D et 2D.
Les valeurs associées (128, 256 et 512) correspondent au nombre de filtres de
convolution. Chaque couche convolutive est activée par une fonction ReLU,
suivie de la normalisation par lot et d’une couche de Dropout.

3.3.2 Protocole expérimental

L’évaluation du modéele MMCNNgp est conduite sur les sites de la Réunion
et de la Dordogne. Le site du bassin arachidier au Sénégal n’a pas été consi-
déré dans cette partie par souci d’uniformisation du modéle, en 'occurrence
I’encodeur CNN de I'image a trés haute résolution spatiale. Nous rappelons
que les images PlanetScope disponibles sur le site du Sénégal ne disposent
pas de bande panchromatique comme les images SPOT mais que de bandes
multispectrales.

Les dates d’acquisition des séries temporelles Sentinel-1 et Sentinel-2 sont
illustrées par les figures 3.4 et 3.20, respectivement pour I'ile de la Réunion et
le site de la Dordogne. L’'image SPOT acquise sans nuages sur le site la Dor-
dogne date du 03 Mars 2016 tandis que celle de I'ille de la Réunion résulte
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d’un mosalquage par une technique d’harmonisation colorimétrique (Cres-
son and Saint-Geours, 2015) entre 4 images SPOT, acquises respectivement
les 26 Décembre 2016, 10 Mai, 11 Juin et 20 Novembre 2017, dans le but
d’assurer une couverture a trés haute résolution sans nuages de I'ile. Dans
cette évaluation également, nous soulignons que seules les bandes spectrales
a 10-m sont considérées pour les données Sentinel-2, en plus des indices de
végétation NDVI et NDWI.

DORDOGNE
Sentinel-2 ° ®e ° ° ° ° ° ® o 00 [ X} o o ® o0 o
Sentinel-1 © © 06 0 00 0 0 0 0 000 0 o © 06 06006 06 0 0 06 0 0 0 0 0 0 0
jan fév mar avr mai jui jul aol sep oct nov déc jan

Figure 3.20 — Dates d’acquisition des 31 images Sentinel-1 et 23 images
Sentinel-2 sur le site de la Dordogne

La vérité terrain disponible en format vecteur sur les deux sites d’étude
(voir chapitre 2) a été rastérisé a la résolution spatiale des images Sentinel
(10-m) obtenant un total de plus de 800000 pixels labélisés sur chacun des
sites (Tableaux 3.10 et 3.11).

Tableau 3.10 — Nombre de pixels par classe sur l'ile de la Réunion

Classe Pixels
1 - CANNE A SUCRE 88 962
2 - PATURAGE ET FOURRAGE 68 098
3 - MARAICHAGE 17 488

4 - CULTURE SOUS SERRE

OU OMBRAGEE 1908
5~ ARBORICULTURE 33721
6 — ESPACE BOISE 205 023
7 - LANDE ET SAVANE 155231
$ - ROCHER ET SOL NU NATUREL 154343
9 - OMBRE DUE AU RELIEF 54301
10 - EAU 82 502
11 - ESPACE ARTIFICIALISE 19056
TOTAL 830723

Dans le processus d’évaluation du modéle, nous avons tout d’abord réalisé
une étude spécifique sur les encodeurs CNN par source afin de valider nos
choix architecturaux. Pour ce faire, les données Sentinel-1 et Sentinel-2 sont
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Tableau 3.11 — Nombre de pixels par classe sur le site de la Dordogne

Classe Pixels
1 — ESPACE ARTIFICIALISE 2002

2 - EAU 50471
3 - FORET 378 969
4 — LANDES 99 627
5 — ARBORICULTURE 97 546
6 — VIGNE 92 259
7 — AUTRES CULTURES 93562
TOTAL 814436

analysées en considérant successivement des réseaux CNN-1D, CNN-2D et
CNN-3D. Les CNN-1D/2D sont les mémes que ceux adoptés pour le modéle
(voir Tableau 3.9). En ce qui concerne le CNN-3D, nous avons adopté un
modéle similaire aux deux premiers en gardant presque la méme architecture
notamment le méme nombre de couches convolutives et de filtres associés
ainsi qu’'une couche de Pooling pour 'extraction des caractéristiques. Seuls
la taille des filtres de convolution et le pas dans le domaine temporel sont
modifiés pour les couches convolutives. Ainsi, une taille de 3 x 3 x 3 est
adoptée pour les trois premiéres couches convolutives suivant les recomman-
dations de Ji et al. (2018) tandis que nous avons gardé une taille de 1 dans les
3 dimensions pour la derniére couche convolutive, similairement aux CNN-
1D/2D. Par ailleurs, le pas des convolutions dans le domaine temporel est fixé
a 2 pour les deuxiéme et troisiéme couches convolutives afin de tirer d’avan-
tage parti du signal temporel. L’architecture du modéle CNN-3D est reportée
dans le tableau 3.12. Notons que le module de classification des encodeurs
CNN-1D/2D/3D est équivalent a celui du modéle MMCNNgp c’est-a-dire
son classifieur principal.

Tableau 3.12 — Détails sur 'architecture de ’encodeur CNN-3D.
Encodeur CNN-3D

3 x 3 x 3 Conv3D (128) avec pas
3 x 3 x 3 Conv3D (128) avec pas
3 x 3 x 3 Conv3D (256) avec pas
1x1x1 Conv3D (256) avec pas
GlobalAvgPooling3D

A~ A~~~
—_
—
\V]

— —

Par la suite, nous avons intégré dans I’analyse la combinaison des données
multi-modales par le biais de la méthode MMCNNsp. A cette fin, nous avons
réalisé également une étude d’ablation sur la combinaison des sources afin de
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démeéler leurs interactions. Deux variantes du modéle proposé avec Sentinel-1
et Sentinel-2 uniquement puis Sentinel-2 et SPOT ont ainsi été testées. Ces
variantes sont dénommées : MMCONNg 5% et MMCNNS PO, De plus,
nous évaluons a travers deux autres variantes la stratégie d’auto-distillation
proposée et la contribution des classifieurs auxiliaires par source qui y sont
associés afin de comprendre leur bénéfice par rapport a notre modeéle. La
premiére variante dénommée MMCNN,,,sp, peut étre assimilée & un proces-
sus de fusion tardive classique sans supervision auxiliaire tel que présentée
par Hong et al. (2020) et sans auto-distillation. La seconde variante désignée
par MM CNNy ararapels S @appuie sur les travaux récents comme Benedetti et al.
(2018) ou Interdonato et al. (2019) ayant employé dans leur processus de fu-
sion tardive une supervision auxiliaire ot des classifieurs distincts par source
sont entrainés a partir des étiquettes originales. Par ailleurs, nous considérons
dans cette évaluation une adaptation directe du modéle M3 Fusion proposé
récemment Benedetti et al. (2018). Le modeéle M?Fusion a été mis au point
pour réaliser une cartographie multi-source de 1'occupation du sol a partir
de séries temporelles Sentinel-2 et d'une image THRS SPOT. Il traite les
données en entrée au moyen de deux branches spécifiques, I'une basée sur
un RNN pour encoder les séquences Sentinel-2 et 'autre sur un CNN-2D
pour traiter les imagettes SPOT. Afin d’effectuer une comparaison équitable
dans notre cas, nous avons équipé le modéle originel d’une branche RNN
additionnelle afin de traiter les données Sentinel-1. Cette adaptation du mo-
déle M3 Fusion peut étre également percue comme une variante du modéle
HOb2sRN N étudié dans la section précédente a qui ’on aurait rajouté une
branche CNN pour encoder l'information spatiale fine. Cette variante est
néanmoins dépourvue de la modification du mécanisme d’attention et de la
stratégie de pré-entrainement tenant compte des relations de hiérarchie entre
classes d’occupation du sol. Pour finir, nous avons étudié 'effet de la varia-
tion de la dimensionnalité des caractéristiques extraites par source ainsi que
celui de la variation de I’hyper-paramétre A controlant la stratégie d’auto-
distillation.

En ce qui concerne les données en entrée des modéles, comme évoqué
auparavant, nous avons extrait des imagettes pour décrire un emplacement
géographique spécifique. Ainsi, la taille des imagettes Sentinel-1/2 est fixée
a 9 x 9 soit 4 pixels dans chaque direction autour du pixel cible & classi-
fier tandis que pour les images SPOT, des tailles de 8 x 8 et 32 x 32 sont
prises respectivement pour les bandes multispectrales et panchromatique,
pareillement & Benedetti et al. (2018). Rappelons que les imagettes SPOT
sont extraites autour du méme emplacement géographique correspondant au
centre du pixel a classifier sur les images Sentinel. Rappelons également que
I’encodeur CNN-1D ne prend uniquement en compte que l'information sé-
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quentielle provenant du pixel central des imagettes extraites. Par ailleurs,
afin de répondre aux exigences en termes de données en entrée du modéle
M3 Fusion, un processus de pan-sharpening a été réalisé entre la bande pan-
chromatique et les bandes multi-spectrales de 'image SPOT afin d’extraire
des imagettes multi-spectrales de taille 32 x 32 a la résolution spatiale de
1.5-m.

Pour le reste, les valeurs des imagettes sont normalisées par bande, consi-
dérant les série temporelles Sentinel ou I'image SPOT, dans l'intervalle [0,1].
Les données sont divisées en jeu d’entrainement, jeu de validation et jeu test
avec des proportions respectives de 50%, 20% et 30%. Pour ce faire, nous
nous assurons aussi que tous les pixels appartenant au méme polygone échan-
tillonné (portant le méme identifiant) se retrouvent exclusivement dans I'une
des 3 partitions (entrainement, validation ou test) afin d’éviter au mieux de
possibles biais d’auto-corrélation spatiale dans la procédure d’évaluation. Par
ailleurs, les modéles sont optimisés a travers une procédure d’entrainement
et validation, consistant & sauvegarder les parameétres ou poids permettant
a un modéle au moment de ’entrainement de généraliser le mieux sur le jeu
de validation.

La phase d’entrainement est conduite sur 300 époques pour ’ensemble des
modeéles en utilisant 'optimiseur Adam (Kingma and Ba, 2015) avec un taux
d’apprentissage de 107%. Le taux de Dropout est fixé & 0.4 et la taille des lots
a 256 échantillons. I’hyper-parameétre A est quant a lui fixé & 0.3 pour toutes
les approches multi-sources incluant des classifieurs auxiliares par source.

Les métriques précision globale, F1-score et ccefficient Kappa sont considérées
pour évaluer les performances des modéles sur le jeu test. Etant donné que les
performances sont susceptibles de varier en fonction de la division des don-
nées, en raison d’échantillons plus simples ou plus complexes impliqués dans
les différentes partitions, ces métriques sont moyennées sur 5 divisions aléa-
toires du jeu de données suivant la stratégie précédemment décrite. Les expé-
riences sont réalisées sur une station de travail dotée d’'un CPU AMD Ryzen
7 3700X, d’'une RAM de 64 GB et d’une carte GPU NVIDIA RTX 2080. Le
nombre de paramétres a optimiser ainsi que les temps de calcul des différents
modeles sont présentés dans le tableau 3.13. Les implémentations des modeles
sont disponibles a l’adresse https://github.com/eudesyawog/S1S2VHSR.

3.3.3 Evaluation quantitative
Encodeurs CNN par source

Nous reportons respectivement dans les tableaux 3.14 et 3.15, les perfor-
mances moyennes des encodeurs CNN par source sur les deux sites d’étude.
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Tableau 3.13 — Nombre de paramétres optimisables des différents modeéles et
temps de calcul associés sur les 300 époques d’entrainement

Sources et Modéles Parameétres optimisables Temps de calcul
REUNION DORDOGNE REUNION DORDOGNE

CNN-1D 0.62 M 0.62 M 0.37 h 0.40 h
S1 CNN-2D 0.97 M 0.97 M 0.61 h 0.58 h
CNN-3D 1.80 M 1.80 M 7.54 h 8.40 h
CNN-1D 0.62 M 0.62 M 0.38 h 0.37 h
S2 CNN-2D 1.05 M 1.07 M 0.84 h 0.81 h
CNN-3D 1.82 M 1.81 M 6.35 h 6.48 h
SPOT 2.48 M 2.48 M 2.32 h 219 h
M3 Fusion 12.6 M 12.58 M 15.37 h 15.80 h
MMCNNg 2 1.20 M 1.20 M 0.96 h 0.93 h
MMCNNgH™PeT 271 M 2.70 M 2.71h 2.53 h
MMCNNsp 3.28 M 329 M 3.39h 3.18 h

En premier, nous constatons que tirer parti des dépendances spatiales ou
temporelles des données Sentinel-1/2 conduit a des résultats différents. En
effet, les convolutions 2D (spatiales) sont largement plus efficaces que les
convolutions 1D (temporelles) pour les données Sentinel-1 tandis que les per-
formances sont comparables pour les données Sentinel-2. Ce gain en perfor-
mance observé sur les deux sites par rapport a I’emploi des convolutions 2D
pour les données Sentinel-1 peut se traduire par le fait que les filtres convo-
lutifs 2D aident a atténuer encore plus le bruit spatial lié au chatoiement
des images SAR (Wang et al., 2017), ce qui permet sans doute d’obtenir des
représentations plus discriminantes. En ce qui concerne I’encodeur CNN-3D,
ses performances sont légérement en dessous du CNN-2D (ex. avec Sentinel-
1) ou similaires a celles des autres modéles (ex. avec Sentinel-2) sauf dans le
cas de I'lle de la Réunion avec les données Sentinel-2 ot I'on observe un léger
gain par rapport au CNN-1D. Toutefois, le bénéfice qu’apporte 'emploi de
convolutions a la fois dans les dimensions spatiale et temporelle (convolutions
3D) reste minimal, surtout si I'on prend en compte le nombre de paramétres
largement plus important du CNN-3D par rapport aux autres encodeurs ainsi
que ses temps en calcul plus longs (voir Tableau 3.13). Notons par ailleurs,
I'importance relative de I'information a trés haute résolution spatiale fournie
par I'image SPOT sur les deux sites d’étude. Si les performances obtenues
avec I'image SPOT sur 'lle de la Réunion sont compétitives par rapport a
celles de toute la série temporelle Sentinel-2, ce n’est pas le cas sur site de la
Dordogne. Pour résumer, cette étude spécifique sur les encodeurs CNN par
source suggere que le CNN-2D est plus pertinent pour la représentation des
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données Sentinel-1 tandis que, pour des raisons de parcimonie (nombre de
paramétres plus léger et temps de calcul réduit), il est plus approprié d’en-
coder la série temporelle Sentinel-2 avec un CNN-1D. Ci-apres, les résultats
présentés pour Sentinel-1 et Sentinel-2 sont respectivement ceux obtenus avec

les encodeurs CNN-2D et CNN-1D.

Tableau 3.14 — Performances moyennes des encodeurs CNN par source sur
I'ile de la_Réunion
Sources F1-score Kappa Précision globale
CNN-1D  64.82 + 1.32  0.587 £+ 0.018 65.63 + 1.64

S1 CNN-2D 73.09 + 2.62 0.684 + 0.030 73.39 £ 2.66
CNN-3D 7235 £294 0.673 £ 0.036 72.63 £ 3.16

CNN-1D 8798 £1.12  0.859 £+ 0.017 88.09 £ 1.06
S2 CNN-2D 87.41 +1.61 0.851 + 0.021 87.41 + 1.66
CNN-3D 88.62 +£1.45 0.866 £ 0.017 88.66 + 1.36

SPOT 88.35 £1.33  0.862 + 0.017 88.35 £ 1.39

Tableau 3.15 — Performances moyennes des encodeurs CNN par source sur le
site de la Dordogne

Sources F1-score Kappa Précision globale

CNN-1D  73.54 £2.96 0.644 £ 0.028 75.15 £ 2.76
S1 CNN-2D 80.50 + 2.17 0.730 £ 0.024 80.73 £ 2.21
CNN-3D 78.87 £3.12 0.709 £ 0.034 79.43 £ 2.88

CNN-1D 85.97 £ 2.15 0.806 + 0.025 86.04 £ 2.01
S2 CNN-2D 85.90 £ 1.92 0.806 + 0.018 86.05 £+ 1.66
CNN-3D 85.29 £ 2.35 0.793 &+ 0.024 84.88 + 2.46

SPOT 81.75 £2.53  0.745 £ 0.028 81.39 £ 2.62

Combinaison multi-modale

Les performances moyennes des modéles multi-sources sont présentées res-
pectivement dans les tableaux 3.16 et 3.17 pour les deux sites d’étude. Nous
remarquons tout d’abord que la combinaison de données multi-modales amé-
liore les performances moyennes de classification par rapport aux résultats
précédents obtenus avec les sources individuelles. La combinaison simultanée
de toutes les sources d’information disponibles par le biais du modéle proposé
se révele étre la plus efficace, particulierement sur l'ile de la Réunion. Ceci
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Tableau 3.16 — Performances moyennes des modéles CNN multi-sources sur
Iile de_la Réunion

Sources F1-score Kappa Précision globale
M?Fusion 92.58 £ 0.51  0.912 + 0.006  92.59 + 0.50
MMCNNgH™%  91.99 +0.42  0.906 + 0.004  92.05 £ 0.30
MMCNNSE™SPOT 93,07 £1.18 0918 £0.014  93.12 £ 1.16
MMCNNsp 94.34 + 0.49 0.934 + 0.006  94.38 + 0.49
MMCNN,,sp 93.21 £ 0.79  0.920 £ 0.009  93.25 £ 0.77
MMCNNyararapers  93.74 £0.94 0926 + 0.011  93.77 + 0.96

Tableau 3.17 — Performances moyennes des modéles CNN multi-sources sur
le site de la Dordogne

Sources Fl-score Kappa Précision globale
M?Fusion 87.16 £ 1.47  0.825 £ 0.017  87.48 & 1.51
MMCNNgp™?  87.09 + 1.86  0.823 £0.020  87.33 & 1.78
MMCNNSESPOT 8836 £ 1.70  0.840 £ 0.020  88.56 & 1.62
MMCNNsp 88.73 £ 1.80 0.845 £ 0.021  88.90 £ 1.68
MMCNN,os5p 87.87 £ 1.73  0.832 £0.020  87.94 & 1.54
MMCNNgararabers 8820 £ 1.72  0.836 £ 0.021  88.18 + 1.69

démontre a nouveau le potentiel pour la classification de 'occupation du sol
de combiner des données multi-modales de télédétection.

Par rapport aux autres aspects étudiés du modele proposé, notamment
I’apport des classifieurs auxiliaires associés a la stratégie d’auto-distillation,
nous remarquons dans 1'étude d’ablation menée (MMCNN,,,sp VS
MMCNNgararapers vs MMCNNsp) que ces composants architecturaux contri-
buent aux performances obtenues sur les deux sites d’étude. Tout d’abord,
les modéles équipés de classifieurs auxiliaires c¢’est-a-dire MMCNNyararabels
et MMCNNgp sont plus performants que la variante assimilée a la fusion tar-
dive classique c’est-a-dire MM CNN,,,sp. Pour investiguer plus en détail cette
observation en nous focalisant sur ’approche proposée, nous avons illustré sur
la figure 3.21, les comportements des modéles MMCNN,,,sp et MMCNNgp
pendant la phase d’apprentissage en considérant leurs performances sur les
jeux d’entrainement et de validation. S’il est & noter que les deux modéles
arrivent trés bien a s’adapter au jeu d’entrainement de facon quasi identique,
c’est bien le modéle proposé et entrainé avec la stratégie d’auto-distillation
qui performe le mieux sur le jeu de validation. Ceci montre que la stratégie
d’auto-distillation contribue & une meilleure généralisation du modéle. En
second lieu, la comparaison en termes de performances numériques entre le
modele proposé et celui qui adopte la stratégie de supervision des classifieurs
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auxiliaires & partir des étiquettes originales (MMCNNpyararapers), montre éga-
lement que la stratégie d’auto-distillation améliore 1’exploitation conjointe
des données multi-modales.

— Entrainement avec auto-distillation — Entrainement sans auto-distillation
— Validation avec auto-distillation — Validation sans auto-distillation
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Figure 3.21 — Comportement du modele avec et sans stratégie d’auto-
distillation pendant la phase d’apprentissage

Dans I’ensemble, les résultats obtenus sont conformes aux études récentes
sur la distillation des connaissances (Gou et al., 2020; Wang and Yoon, 2021)
ou il est montré que les étiquettes fournis par le modéle enseignant (dans
notre cas le classifieur principal) transmettent plus d’informations utiles et
sont plus convenables aux étudiants (dans notre cas les classifieurs auxiliaires)
que les étiquettes originales, leur permettant ainsi de mimer plus facilement
le comportement du modéle enseignant.

Effet de la variation des hyper-paramétres

Dans cette partie, nous analysons deux hyper-paramétres essentiels du
modéle proposé. Nous évaluons comment i) la dimensionnalité des caracté-
ristiques extraites par source et ii) I'hyper-paramétre A controlant la straté-
gie d’auto-distillation influencent les performances du modéle proposé. Nous
faisons varier le premier hyper-parameétre entre les valeurs {64,128,256,512}
tandis que le second est évalué entre {0.1,0.2,0.3,0.4,0.5}. Les résultats sont
présentés respectivement en figures 3.22 et 3.23.
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Figure 3.22 — Effet de la variation de la dimensionnalité des caractéristiques
par source sur les performances du modéle. L’écart-type est affiché sous forme
de barre d’erreur. Les paramétres optimisables ainsi que les cotits en temps
de calcul sont indiqués a coté.
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Figure 3.23 — Effet de la variation de I’hyper-parameétre A controlant la straté-
gie d’auto-distillation sur les performances du modéle. L’écart-type est affiché
sous forme de barre d’erreur.

L’analyse sur la dimensionnalité des caractéristiques par source nous
montre que des représentations avec 256 caractéristiques chacune semblent
convenable pour la méthode proposée. Sur les deux sites d’étude, les per-
formances sont relativement stables (entre 93% et 94% de Fl-score sur la
Réunion et autour de 88% sur la Dordogne) sur la gamme de valeurs consi-
dérée. Plus encore, il convient de noter que le modéle peut déja bien généra-
liser avec seulement des représentations de 64 caractéristiques par source, ce
qui contribuerait a réduire significativement le nombre de paramétres opti-
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misables ainsi que le cotit en temps de calcul.

En ce qui concerne I'analyse sur I’hyper-parameétre A, ici également nous
obtenons des performances plus ou moins stables sur les deux sites d’étude
pour des valeurs supérieures a 0.2. Il convient de noter que la variation de
I’hyper-paramétre A sur la gamme de valeurs prises en compte, n’influence
pas véritablement le bon déroulé de la stratégie d’auto-distillation et par
conséquent le comportement du modéle.

Analyse sur les classes d’occupation du sol

La suite de notre évaluation est portée sur I’analyse des performances par
classe d’occupation du sol. Les valeurs de F1l-score par classe sur les deux
sites sont illustrés respectivement par les figures 3.24 et 3.25. Nous observons
que la combinaison de sources complémentaires entre elles est pleinement bé-
néfique pour la plupart des classes d’occupation du sol. Quelques exemples
saillants sur l'ile de la Réunion en guise d’illustration sont les classes des
cultures sous serre ou ombragées, de maraichage, d’arboriculture ou encore
des espaces artificialisés. Le F1-score des cultures sous serre ou ombragées en
Poccurrence s’est amélioré de 50% avec Sentinel-2 uniquement a 75% avec
le modele proposé. La caractérisation de cette classe d’occupation a par-
ticulierement bénéficié de 'apport de l'information & trés haute résolution
spatiale fournie par 'image SPOT (presque 67% de F1-score a elle seule). Le
bénéfice est similaire pour les espaces artificialisés ainsi que ’arboriculture
qui sont mieux discriminés avec la fine information spatiale. Sur le site de
la Dordogne également, nous pouvons souligner comme classes tirant tout
particulierement avantage de la combinaison multi-modale, les espaces arti-
ficialisés ainsi que les classes des cultures.

Nous avons analysé également les erreurs commises par les modéles dans
la caractérisation des classes d’occupation du sol. Les matrices de confusion
sur les deux sites sont reportées respectivement sur les figures 3.26 et 3.27.
La tendance observée dans ’analyse des scores par classe se confirme avec les
matrices de confusion. Plus il y a de sources complémentaires qui sont combi-
nées, moins il reste de confusions entre les classes d’occupation du sol. Seules
quelques erreurs de classification mineures subsistent sur l'ile de la Réunion
avec le modeéle proposé, notamment celles entre les cultures sous serre et om-
bragées et les espaces artificialisés. Sur le site de la Dordogne, les confusions
majeures entre les classes landes et forét sont également atténuées. Dans
I’ensemble, la combinaison simultanée d’informations multi-capteurs, multi-
temporelles et multi-échelles s’est avérée précieuse pour mieux caractériser les
classes d’occupation du sol présentant non seulement des dépendances tem-
porelles, telles que celles lices aux cultures ou a la végétation naturelle, mais



CHAPITRE 3. Caractérisation de I'occupation du sol 85

[ s1 [ s2 [ spoT [ MMCNNELS? [l MMCNNEZS™°T [l MMCNNsp [l M® Fusion

100
o 75
o
@
D 50
L.
25 |
¢ < 3 2 <
S 2 &< &S S S B
6‘>° & Sl é’/@ o = \> O o¥ o
» oF R Rg) © < <° < &
S Pt I é& v@/\
T € i s Red
N N © &
e

Figure 3.24 — Performances moyennes par classe d’occupation du sol sur I'ile
de la Réunion (I’écart-type est affichée sous forme de barre d’erreur)
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Figure 3.25 — Performances moyennes par classe d’occupation du sol sur le
site de la Dordogne (1'écart-type est affichée sous forme de barre d’erreur)

aussi des patrons spatiaux, comme le montre I’amélioration des performances
sur la classe des espaces artificialisés (zones urbaines entre autres).

3.3.4 Evaluation qualitative
Visualisation des représentations internes des CNNs

Dans cette étape de ’évaluation qualitative, nous avons visualisé les re-
présentations internes apprises par les différents modeéles sur les deux sites
d’études. Pour ce faire, nous sélectionnons aléatoirement 300 échantillons
par classe d’occupation du sol sur le jeu test et recueillons les représenta-
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Figure 3.26 — Matrices de confusion entre les classes d’occupation du sol de
I'ile de la Réunion
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Figure 3.27 — Matrices de confusion entre les classes d’occupation du sol du
site de la Dordogne

tions des différents modéles pour ces échantillons. Ensuite, nous appliquons
I'algorithme t-SNE (t-distributed Stochastic Neighbor Embedding) (van der
Maaten and Hinton, 2008) afin de réduire la dimensionnalité des caractéris-
tiques en 2 axes a des fins de visualisation. Les résultats sont illustrées par
les figures 3.28 et 3.29.

Sur les deux sites, nous pouvons observer une séparation des classes d’oc-
cupation du sol qui s’améliore a mesure que des sources additionnelles et
complémentaires sont combinées. Comme observé dans I’évaluation quantita-

tive, les données Sentinel-1 sont les moins discriminants d’entre les 3 sources
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S1 S2 SPOT
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Figure 3.28 — Visualisation des représentations internes des modeéles via t-
SNE sur l'ile de la Réunion

tandis que l'information spatiale & échelle fine fournie par SPOT est par-
ticulierement utile sur l'ile de la Réunion pour déméler les représentations
des classes. Néanmoins, les représentations de certaines classes d’occupation
sont encore difficilement séparables avec les données mono-modales en 1'oc-
currence 'arboriculture et les espaces boisés ainsi que le maraichage et les
paturage et fourrage sur I'ile de la Réunion et les foréts et landes ou ’arbo-
riculture, les vignes et les autres cultures sur la Dordogne. Ces ambiguités
sont successivement allégées par la combinaison des données multi-modales
particulierement avec Sentinel-2 et SPOT et les trois sources associées, les-
quelles permettent une séparation similaire des représentations tandis qu’avec
Sentinel-1 et Sentinel-2 uniquement, certaines de ces confusions demeurent,
notamment sur l'ile de la Réunion. Dans I’ensemble, la visualisation des re-
présentations internes apprises par les modeéles s’accorde bien 1’évaluation
quantitative qui en a été faite précédemment.
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Figure 3.29 — Visualisation des représentations internes des modéles via t-
SNE sur le site de la Dordogne

Extraits des cartes d’occupation du sol

En dernier lieu dans cette évaluation qualitative, nous nous intéressons
aux cartes d’occupation du sol produites par les modéles sur I'un des sites
en 'occurrence l'ile de la Réunion. Ce dernier présente un paysage plus hé-
térogéne et plus ardu en termes de classes d’occupation du sol que le site de
la Dordogne. Rappelons que les cartes d’occupation du sol sont générées a
la résolution des images Sentinel (10-m). Par ailleurs, étant donné que nous
utilisons des imagettes pour décrire des emplacements géographiques spéci-
fiques, les pixels en bordure (4 pixels dans chaque direction puisque la taille
des imagettes Sentinel est 9 x 9) restent non étiquetés. Par souci de simpliciteé,
nous ne présentons que les cartes produites a partir des combinaisons multi-
modales c’est-a-dire MMCNN, ™2, MMCNNgH*PCT et MMCNNgp. Nous

présentons successivement cmq séries d’ extralts des cartes dans la figure 3.30.
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Figure 3.30 — Extraits des cartes d’occupation du sol sur I’ile de la Réunion.
L’image THRS est affichée en tant que référence.
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La premiére série d’extraits (a-d) représente une partie de Saint-Pierre, un
quartier urbain cotier avec des plantations de canne a sucre et d’arboriculture.
Des erreurs de classification peuvent étre mises en évidence entre espaces ar-
tificialisés et culture sous serre sur l'extrait de MMCNN2R™? tandis que l'in-
troduction d’information spatiale & échelle fine (extraits de MMCNNg2 0T
et MMCNNsp) a significativement réduit ces imprécisions. La seconde sé-
rie d’extraits (e-h) représente une zone située dans le cirque de Cilaos, un
paysage composé de hameaux entourés de quelques activités maraichéres.
Ici la carte produite par MM C'NNgB“S 2 montre des erreurs de classification
importantes entre la classe des rochers et sols nus naturels et les espaces
artificialisés. Cet artefact est également légérement perceptible sur I'extrait
de MMCNNsp alors que la combinaison de Sentinel-2 et SPOT (c’est-a-dire
MMCNNSESFOT) permet de mieux reconnaitre les rochers et sols nus. La
troisiéme série d’extrait (i-1) montre une zone autour du Tampon, un pay-
sage mixte entre espaces urbains, paturages et cultures maraichéres. Au-dela
des confusions affichées par MMCNNZL™? entre les espaces artificialisés et
les cultures sous serre, on note une surestimation générale des plantations
de vergers bien que minimisée par MM CNNg%*S POT ot MMCNNgp. La qua-
triéme série d’extraits (m-p) est localisée dans la forét de Belouve. Le paysage
est constitué de foréts primaires et de plantations forestiéres. Nous pouvons
constater quelques légéres imprécisions dans la détection de la forét qui est
mal classée avec I'arboriculture ainsi que les lande et savane. Ces impréci-
sions sont pour la plupart supprimées avec le modéle MMCNNsp. Enfin, la
cinquiéme série d’extraits est focalisée sur la région de Saint-Gilles les Bains.
Le paysage est constitué d’arboriculture, de savanes, de quelques plantations
de canne a sucre ainsi que de zones urbaines. Sur cet extrait, il y a une
sous-estimation générale des landes et des savanes qui sont classées comme
espaces boisées, bien que 'extrait de MM C’NN:E%*S POT Patténue légérement.

En somme, cette évaluation qualitative sous-tend également le bénéfice
de combiner des données multi-modales de télédétection pour la cartographie
de 'occupation du sol. Dans ’ensemble, les cartes d’occupation du sol pro-
duites par MM CNNg%JrS POT ot MMCNNgp sont d’une qualité satisfaisante,
tandis que celle générée par MM C’NNE};“% présente encore des erreurs ex-
tensives. Ceci est probablement dt au bruit subsistant dans les données SAR
qui conduit parfois & des imprécisions telles que la surestimation de 1’arbo-
riculture et a la fine information spatiale fournie par I'image SPOT qui est
particulierement pertinente sur I'ile de la Réunion.
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3.4 Conclusion générale

Dans ce chapitre, nous avons traité de la caractérisation de I'occupation
du sol en usant de méthodes d’apprentissage profond employant des don-
nées de télédétection multi-source. Deux méthodes sont proposées dans cette
perspective.

La premiére méthode, dénommée HOb2sRNN, traite des séries tempo-
relles radar et optique Sentinel, au niveau objet, a partir de RNNs équi-
pés de mécanismes d’attention et incorpore dans le processus, des connais-
sances a priori sur les classes d’occupation du sol & travers une stratégie de
pré-entrainement des paramétres. L’évaluation de la méthode HOb2sRNN a
montré des résultats convaincants quant & la classification de 'occupation
du sol dans des scénarios caractérisés par des quantités de données étique-
tées variables. Sa comparaison avec plusieurs autres méthodes d’état de I'art
met en évidence : (i) qu'elle est mieux adaptée qu'une approche standard
du type foréts aléatoires communément employée pour la classification de
I'occupation du sol & partir de séries temporelles; (ii) que d’autres méthodes
d’apprentissage automatique standards comme SVM ou MLP lui sont com-
pétitives dans un scénario marqué par une quantité limitée de données éti-
quetées (site d’étude du Sénégal) et (iii) qu’elle est plus performante que
I’adaptation dans un contexte multi-source du modéle TempCNN. Ce der-
nier résultat montre qu’au dela de la modélisation, par une approche RNN
ou CNN, des dépendances qui caractérisent les séries temporelles radar et
optique, d’autres caractéristiques méritent d’étre prises en compte dans un
cas multi-source par exemple la maniére dont les données multi-sources sont
associées ou encore les relations hiérarchiques entre les classes d’occupation
du sol. A ce propos, les études d’ablation sur les diverses composantes du
modéle HOb2sRNN montrent clairement leurs plus-values spécifiques dans
I’amélioration des performances de classification. Par ailleurs, nous avions
dans I’évaluation de la méthode HOb2sRNN, une contribution liée & I'TA
explicable ou a l'interprétabilité des modéles d’apprentissage automatique
souvent qualifiés de boites noires. Celle-ci a consisté en ’analyse qualitative
des poids d’attention accordés aux différentes estampilles temporelles afin de
mieux appréhender les décisions prises par le modéle. Nous avons ainsi pu
établir des connexions entre ces décisions et des connaissances agronomicques
dont nous disposions. Rappelons pour finir, que la méthode proposée est ba-
sée sur une approche orientée objet et de ce fait, est sujette a la qualité du
processus de segmentation effectué en amont. Cette derniére peut constituer
une source possible d’erreurs se propageant dans la cartographie de l'occupa-
tion du sol qui s’en suit. Néanmoins, il est hors du champ du travail réalisé
dans cette thése et centré sur le théme de 'occupation du sol et de I'ana-
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lyse multi-source, d’étudier I'impact de cette source potentielle d’erreurs sur
I’analyse ultérieure qui en découle. Ceci mériterait une autre étude dédiée et
compléte. Toutefois, nous pouvons affirmer avec conviction que les progrés
réalisés dans ’analyse orientée objet des séries temporelles d’images satel-
litaires ne pourront étre que bénéfiques a la méthode proposée (Ma et al.,
2020).

La deuxiéme méthode, dénommée MMCNNsp, explore quant-a-elle d’avan-
tage la combinaison de données multi-sources et surtout multi-échelles de
télédétection pour la caractérisation de 'occupation du sol. Elle associe pour
ce faire aux séries temporelles radar et optique Sentinel précédentes a haute
résolution spatiale, une image optique SPOT & trés haute résolution spa-
tiale. Cette méthode, qui traite les données au niveau pixel, repose sur une
architecture a trois branches de CNNs, dont une dédiée a chaque source et
pour laquelle une étude spécifique a permis de déterminer le type de réseau
convolutif le plus adapté. Cette étude préalable a d’ailleurs montré que les
convolutions 2D (spatiales) étaient largement plus efficaces que les convo-
lutions 1D (temporelles) pour traiter les images radar, du fait qu’elles ré-
duisent certainement plus le bruit spatial lié au speckle. De plus, la méthode
MMCNNgp est dotée d'une stratégie d’auto-distillation permettant au mo-
déle MMCNNgp de mieux combiner les caractéristiques par source en « ap-
prenant de lui méme ». Cette composante essentielle du modéele MMCNNgp
améliore I'approche de combinaison multi-source équipant auparavant la mé-
thode HOb2sRNN et qui repose sur des classifieurs auxiliares par source.
L’auto-distillation est utilisée dans ce cas précis pour permettre aux classi-
fieurs auxiliaires par source de mimer la sortie du modéle et transférer ainsi
les connaissances des couches les plus profondes vers les moins profondes. En
somme, ’ajout d’information spatiale fine aux séries temporelles par le biais
de la méthode MMCNNgp a montré également des résultats convaincants
vis-a-vis de la caractérisation de ’occupation du sol, bien que le bénéfice soit
variable en fonction des cas étudiés. Il est dés lors légitime de s’interroger
sur la possibilité d’accroitre les performances obtenues en associant d’autres
sources de données pouvant étre potentiellement un modéle numérique de
surface pour prendre en compte les aspects de relief, les données radar en
orbite descendante sans doute complémentaires de 'orbite ascendante mais
non considérées dans cette thése ou le reste des bandes spectrales optiques
Sentinel-2 a 20-m de résolution spatiale dans d’autres domaines du spectre
¢électromagnétique (red edge et infrarouge).
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4.1 Introduction

Le précédent chapitre a traité de méthodes d’apprentissage profond pour
caractériser 'occupation du sol a partir de données de télédétection multi-
source. Cette étape nous permet ainsi d’identifier les surfaces cultivées et
de masquer les surfaces non cultivées en vue de la spatialisation de modéles
de rendements agricoles qui font l'objet d’étude du présent chapitre. Plus
précisément, dans ce chapitre, nous nous intéressons a l’estimation et a la
prévision de rendements agricoles dans le cas de la petite agriculture familiale
en Afrique subsaharienne.

Rappelons que dans les pays en développement d’Afrique subsaharienne,
le secteur agricole demeure un important pilier de I’économie qui participe
activement aux moyens de subsistance d’'une grande part des populations
notamment rurales. A ce jour, d’importants efforts en matiére de politiques
et d’investissements restent a faire afin de garantir un développement durable
de 'agriculture et atteindre la sécurité alimentaire en Afrique subsaharienne.
A cet effet, il est crucial de mettre en place un suivi précis des rendements
des cultures vivriéres qui sont encore trés peu mesurés.

Les données de télédétection ont été employées dans diverses études ces
derniéres années avec le but de fournir des estimations quantitatives et/ou
prévisions de rendements pour des cultures variées (Sakamoto et al., 2013;
Kogan et al., 2013; Leroux et al., 2019). Jusque récemment, la plupart des
initiatives reposaient sur des données optiques a basse résolution spatiale du
type NOAA AVHRR (1-km) ou MODIS (250-m) (Rembold et al., 2013) et
peu adaptée au contexte des parcelles de petite taille (moins d’un hectare) ca-
ractérisant les systémes de culture de la petite agriculture familiale en Afrique
subsaharienne. L’avénement de satellites optiques récents d’observation de la
Terre aux résolutions spatiales améliorées comme Sentinel-2 (10-m) permet
toutefois de se confronter plus efficacement & cet obstacle (Lambert et al.,
2018). Néanmoins, trés peu d’études (ex. Jin et al. (2019)) se sont intéres-
sées au potentiel des données multi-source, particulierement radar et optique,
dans le contexte de la petite agriculture familiale en Afrique subsaharienne.
L’association de ces sources est pourtant pertinente pour suivre efficacement
le cycle de développement des cultures (Veloso et al., 2017), encore plus dans
les climats tropicaux ou la nébulosité fréquente compromet fortement 1’ac-
quisition d’images optiques claires a des étapes clés du développement des
cultures. Ainsi, la disponibilité de données radar et optique quasi synchrones
et & haute résolution spatiale comme les images Sentinel-1 et Sentinel-2 est
une réelle opportunité pour la modélisation des rendements dans le cas de la
petite agriculture familiale en Afrique subsaharienne.

Il est bien connu que des estimations et prévisions quantitatives de ren-
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dements de cultures peuvent étre obtenues en recourant d’'une part a des
modeéles empiriques de régression ou d’autre part & des modeéles de crois-
sance de cultures (Rembold et al., 2013). Le premier groupe de méthodes
cherche a établir une relation statistique entre des valeurs de rendements
observés faisant office de références et des variables explicatives extraites
souvent par télédétection telles que des indices de végétation (grace a leur
relation quasi-linéaire avec la biomasse (Tucker, 1979)) couplés parfois & des
variables bioclimatiques (ex. température, précipitations) et des paramétres
édaphiques (ex. teneur en carbone organique) (Leroux et al., 2020). Le se-
cond groupe de méthodes modélise de maniére plus ou moins exhaustive
la physiologie des cultures et simule leur croissance en recourant & des for-
mules mathématiques et physiques relativement complexes. En raison de leur
simplicité et de leur passage a I’échelle sur de vastes régions, les méthodes
empiriques de régression ont été largement adoptées dans la littérature sur
I’estimation et la prévision des rendements. Les approches courantes sont des
modeles de régression linéaire univariés et multivariés (Jain et al., 2016; Jin
et al., 2017; Lobell et al., 2019; Kim et al., 2019). Néanmoins, leur principale
limite réside dans leur extrapolation & différentes années et & de nouvelles
zones géographiques (Lobell, 2013). Pour pallier cet inconvénient, les tech-
niques d’apprentissage automatique ont de plus en plus été considérées ces
derniéres années. C’est le cas des approches d’ensemble comme les foréts
aléatoires (IKKamir et al., 2020) ou les réseaux de neurones artificiels (Ficuzal
et al., 2017; Fieuzal and Baup, 2017). Le principal avantage des techniques
d’apprentissage automatique par rapport aux approches empiriques réside
dans le fait qu’elles peuvent apprendre a prédire des valeurs cibles de ren-
dements sans aucune des hypothéses préalables faites par les modéles para-
métriques (Kamir et al., 2020). Dans cette theése, nous traitons uniquement
de méthodes empiriques et d’apprentissage automatique. De nos jours, I'uti-
lisation des techniques d’apprentissage profond est également courante pour
estimer et/ou prévoir les rendements (You et al., 2017; Khaki and Wang,
2019; Khaki et al., 2020; Wolanin et al., 2020; Khaki et al., 2021). Toute-
fois, ces derniéres ont regu trés peu d’attention (Kancko et al., 2017) pour la
modélisation des rendements dans le cas de la petite agriculture familiale en
Afrique subsaharienne, caractérisée certes par des données de référence (ren-
dements observés) trés limitées en raison des cotits de collecte importants, de
I'inaccessibilité de certaines régions ou encore du manque de réglementation
efficace sur des déclarations individuelles de production agricole.

Cette partie de la thése traite donc de la modélisation des rendements
dans le cas de la petite agriculture familiale en Afrique subsaharienne. Nous
nous intéressons en particulier au mil qui est la principale culture vivriére de
la région. Plus précisément, a partir de séries temporelles multi-sources (ra-
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dar et optique) et dans un contexte trés limité en données de référence, nous
évaluons le potentiel des techniques d’apprentissage profond, comparés aux
approches traditionnellement adoptées (méthodes empiriques et d’apprentis-
sage automatique). Deux phases de modélisation sont conduites pour évaluer
les rendements du mil : une phase d’estimation a la fin de le saison agricole
et une phase de prévision en cours de saison. Les techniques de modélisation
adoptées sont évaluées sur le site du bassin arachidier au Sénégal, pour lequel
un total de 66 parcelles de mil ont été suivies pendant 3 saisons agricoles :
2017, 2018 et 2019 (voir la section 2.1.3 pour la description du jeu de données
sur les rendements observés).

Ci-apreés, nous détaillerons les étapes de la méthodologie adoptée pour
la modélisation des rendements dans le contexte décrit précédemment (sec-
tion 4.2), puis nous présenterons et discuterons les résultats obtenus (sec-
tion 4.3). Enfin, la section 4.4 conclura le chapitre.

4.2 Meéthodologie

4.2.1 Variables explicatives

Afin de modéliser les rendements du mil sur notre site d’étude, nous re-
courrons & divers groupes de variables explicatives. Dans notre cas d’étude,
les variables explicatives sont représentées par les valeurs observées dans les
séries temporelles multi-sources Sentinel-1 et Sentinel-2. Les séries tempo-
relles d’images sont collectées pour chacune des 3 saisons agricoles, sur la
période de Juin a Décembre, avec un total de 17 images par source et par
année. Nous avons collecté quelques images supplémentaires aprés la fin de la
saison agricole (au plus tard en fin Octobre) afin d’obtenir un cycle complet
de croissance des cultures (totalement ascendant et descendant). Les dates
d’acquisition des images sont illustrées par la figure 4.1. Notons qu’a l'opposé
des séries temporelles d’images Sentinel-1, les séries d’images Sentinel-2 sont
irréguliérement espacées au cours des trois saisons. Nous avons néanmoins
conduit la phase d’estimation des rendements sans interpolation des données
afin de réduire au maximum la complexité des modeéles dans notre contexte
d’étude limité en données d’apprentissage. Seule la phase de prévision des
rendements, conduite avec des fenétres temporelles de longueurs variées (voir
ci-aprés section 4.2.3), est réalisée en interpolant les variables explicatives.
A cette fin, les valeurs sont linéairement interpolées sur une grille réguliére,
chaque 5 jours, a partir de début Juin jusqu’a la fin Décembre.

Trois groupes de variables explicatives sont donc utilisées :

e les coefficients de rétrodiffusion radar de surface en double polarisation
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2017
Sentinel-2 e o ° e o ° eeo000e0e o o o o
Sentinel-1 ° ° ° ° ° ° ° ° ° ° ° ° ° ° ° ° °
2018
Sentinel-2 e o o o ° ° oo o0 o0 ° eooe
Sentinel-1 ° ° ° ° ° ° ° ° ° ° ° ° ° ° ° ° °
2019
Sentinel-2 ee oococo0oo0 oo ° e o e o oo
Sentinel-1 ) ° ° ) ° ) ° ° ) ° ° ° ° ) ) ) °
juin juil. aolt sept. oct. nov. déc.
D G
Semi Croissance Récolte

Figure 4.1 — Dates d’acquisition des images pluriannuelles Sentinel-1 et
Sentinel-2. Les acquisitions Sentinel-2 sont éparses a cause de I'omniprésence
de nuages.

(VV et VH)

e les bandes spectrales optiques du visible et de 'infrarouge a 10-m de
résolution (au nombre de 4) et celles du red edge et de U'infrarouge
moyen nativement a 20-m de résolution que nous avons rééchantillon-
nées a 10-m par la méthode du plus proche voisin (au nombre de 6)

e et enfin des indices de végétation au nombre de 7 dérivés des bandes
optiques : NDVI, NDWI, MSAVI, EVI, GDVI, Clgreen et Clrededge
(voir Tableau 1.4).

Les variables explicatives sont normalisées par année, dans l'intervalle
[0,1], en considérant chaque série temporelle. La médiane des parcelles est en-
suite extraite pour I’ensemble des variables afin de modéliser les rendements.
Nous avons opté pour ce descripteur statistique car il sied au contexte de
la petite agriculture en étant peu sensible aux valeurs extrémes que peuvent
présenter certains pixels au sein d'une méme parcelle en raison de la variabi-
lité intra-parcellaire induite par différentes pratiques culturales, la présence
d’arbres ou encore des termitiéres (Félix et al., 2018).

4.2.2 Méthodes adoptées

Six méthodes sont comparées pour la modélisation des rendements du
mil. Parmi elles, nous retrouvons quatre approches traditionnelles pour cette
tache (régression linéaire, régression ridge, forets aléatoires et perceptron
multi-couche) et deux méthodes d’apprentissage profond (LSTM et CNN).
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La régression linéaire (LR) fait figure d’approche de base ou référence.
Nous I’avons employé en utilisant comme unique variable explicative la valeur
maximale de NDVI au cours de la saison agricole. Le potentiel de cette ap-
proche a déja été démontré par différentes études dans des contextes agricoles
similaires (Azzari et al., 2017; Jain et al., 2016; Lambert et al., 2018). Etant
donné que la majorité des rendements des cultures céréaliéres est déterminée
par lactivité photosynthétique pour une période allant de la floraison jusqu’a
la récolte (Rembold et al., 2013), la valeur de NDVI au pic de la saison est
considérée comme une variable explicative des rendements finaux.

La Régression ridge (RR) (Hoerl and Kennard, 1970) est technique de ré-
gression multiple et a la différence de la régression linéaire, nous I’employons
avec les variables explicatives multi-sources en faisant varier le terme de pé-
nalité (norme L?) mis pour régulariser les ccefficients de régression afin de
prévenir la multicolinéarité et réduire la complexité du modéle.

Les Foréts aléatoires (RF) (Breiman, 2001) représentent l'une des mé-
thodes les plus communes — pour ne pas dire la méthode la plus fréquente —
pour I'estimation et la prévision des rendements. Nous I’employons également
avec les variables explicatives multi-sources en faisant varier certains hyper-
parameétres importants que sont le nombre d’arbres de décision, la profondeur
maximale des arbres ou encore le nombre maximum de caractéristiques ou
variables.

Le Perceptron multi-couche (MLP) (Rumelhart et al., 1986) est aussi
parfois désigné sous ’appellation de réseaux de neurones artificiels dans la lit-
térature sur I’estimation et la prévision des rendements. Dans notre contexte
ou les données d’entrainement sont trés limitées, nous avons mis au point
un modele MLP tres léger. Il est constitué de deux couches cachées avec 64
neurones chacune. Chaque couche est associée a une fonction d’activation
ReLU.

Les techniques d’apprentissage profond que nous comparons a ces ap-
proches traditionnelles sont donc des modéles LSTM et CNN. Tout comme
pour le MLP, nous avons adopté des architectures trés légeres. Ainsi, le mo-
déle LSTM est constitué de 64 unités cachées. Pour concevoir I'architecture
du réseau CNN, nous avons suivi certaines directives générales adoptées dans
la littérature ot le nombre de filtres augmente au fur et & mesure que le réseau
devient profond. L’architecture du CNN se compose de 6 couches de convo-
lutions 1D (temporelles) avec au maximum 64 filtres suivies d’une couche de
Pooling. Le reste des détails architecturaux est consigné dans le tableau 4.1.
Nous employons la fonction de cotit Huber ! et I'optimiseur Adam (Kingma
and Ba, 2015) pour apprendre les paramétres des réseaux de neurones. Etant

1. https://en.wikipedia.org/wiki/Huber_loss
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donné l'aspect critique que revét 'apprentissage de ces paramétres en rai-
son du peu d’échantillons d’entrainement a disposition, nous employons la
technique de la moyenne mobile afin d’obtenir les poids finaux des réseaux.

Nous reportons dans le tableau 4.2, les hyper-paramétres et valeurs as-
sociées des méthodes évaluées. Notons que les modéles RR et RF sont opti-
misés en variant leur hyper-parameétres dans une gamme de valeurs associées
tandis que ceux des réseaux de neurones sont empiriquement fixés. Les ap-
proches LR, RR et RF sont implémentées en utilisant la bibliothéque Python
Scikit-learn tandis que les réseaux de neurones (MLP, LSTM et CNN) sont
implémentés avec la bibliothéeque Python Tensorflow.

Tableau 4.1 — Détails sur I'architecture du réseau CNN. Conv désigne une
couche de convolution, nf est le nombre de filtre, £ la taille du filtre, s est
le pas et act est la fonction d’activation. Comme pour les autres réseaux de
neurones, nous utilisons au maximum 64 filtres de convolution.

Couche 1  Conv(nf=16, k=5x1, s=1, act=ReLU)
Couche 2 Conv(nf=16, k=3x1, s=1, act=ReLU)
Couche 3 Conv(nf=32, k=3x1, s=2, act=ReLU)
Couche 4 Conv(nf=32, k=3x1, s=1, act=ReLU)
Couche 5 Conv(nf=64, k=1x1, s=1, act=ReLU)
Couche 6 Conv(nf=64, k=1x1, s=1, act=ReLU)
Couche 7 GlobMaxPoohnng

Tableau 4.2 — Hyper-parameétres et valeurs associées des méthodes évaluées.

Modeéle Hyper-parameétres Valeur ou Gamme
RR Pénalité {0.001,0.1,1}
Nombre d’arbres {50, 100, 200}
RF Profondeur maximale {10, 20, 50, None}
Maximum de caractéristiques {’sqrt’, ’log2’, None}
MLP Taux d’apprentissage 1x1073
LSTM Taille par lot 1
CNN Nombre d’époques 1000

4.2.3 Phases de modélisation

Nous avons considéré deux phases de modélisation des rendements : une
phase d’estimation et une phase de prévision. La phase d’estimation, hormis
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pour 'approche de base (LR), est basée sur les données multi-sources d’ori-
gine c’est-a-dire les séries temporelles non interpolées avec 17 acquisitions par
source et par année. Les rendements de mil sont tout d’abord estimés en utili-
sant individuellement les différents groupes de variables prédictives. Ensuite,
nous évaluons des scénarios de combinaison multi-source ou les groupes de
variables explicatives sont concaténés. Nous avons analysé quatre scénarios
multi-sources possibles : (i) Radar (SAR) et Bandes optiques (Opt.), (ii) SAR
et Indices de végétation (VI), (iii) Opt. et VI et (iv) 'ensemble des 3 groupes
(SAR, Opt. et VI). Finalement, le meilleur modéle de la phase d’estimation
est exploré ultérieurement dans la phase de prévision.

La phase de prévision des rendements est basée sur les données interpolées
avec un pas de 5 jours. Elle est conduite sur une période s’étalant du début
des acquisitions en début Juin a la fin de la saison agricole au plus tard
en fin Octobre. Différentes fenétres temporelles sont alors considérées afin
de déterminer une période adéquate avant la récolte ot des prévisions de
rendement satisfaisantes pourraient étre obtenues. Les rendements de mil
sont ainsi prédits dés la phase d’émergence en début Juillet a la phase de
sénescence en considérant des fenétres temporelles raccourcies par incréments
de 15 jours a partir du début. En général, I'intervalle de 15 jours est considéré
comme une période de temps raisonnable pour capturer des changements
significatifs dans le développement de la végétation.

4.2.4 Evaluation des modéles

Les performances des modéles sont évaluées a travers une procédure de
validation-croisée a 3 blocs répétée aléatoirement 10 fois. Un quart des blocs
d’entrainement (environ 11 échantillons sur 44 parcelles) est utilisé pour va-
lider les modéles évaluées c’est-a-dire sélectionner les valeurs associées aux
hyper-paramétres ou sauvegarder les parameétres ou poids des réseaux de
neurones. Les prédictions sont alors faites sur les blocs de test (environ 22
parcelles) et finalement les performances des modéles sont moyennées et re-
portés en considérant les métriques R?, RMSE et MAE (voir section 1.2.3
pour les définitions.)

4.2.5 Spatialisation des rendements du mil

Dans le but de spatialiser les rendements du mil & I’échelle de la parcelle
sur la zone d’étude, nous avons généré des pseudo parcelles sur I'étendue du
site, en effectuant d’abord une segmentation puis en masquant les superficies
non cultivées des objets grace a 'occupation du sol. Pour ce faire, nous avons
produit successivement les cartes d’occupation du sol du site d’étude pour
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Figure 4.2 — Processus de génération des pseudo parcelles pour la spatialisa-
tion des rendements du mil en 2018 et 2019 (le fond de carte utilisé pour les
sous-figures 4.2d et 4.2f est issu de Bing Maps).



104 CHAPITRE 4. Suivi des rendements en petite agriculture familiale

I'année 2018 et 2019 en employant la méthode HOb2sRNN (voir section 3.2).
Celle de 2018, qui a fait I'objet d’une évaluation dans la section 3.2, a été
produite avec une précision globale de 90% et un Fl-score de 88% sur la
classe céréale (majoritairement du mil). La carte de 2019 a été produite de
maniére analogue en utilisant la vérité terrain de 2019 (voir tableau 2.3) avec
une précision globale de 79% et un Fl-score de 77% sur la classe céréale.
En raison de contraintes budgétaires, aucune donnée sur l'occupation du sol
en 2017 n’a pu étre collectée. Ainsi, nous nous focalisons uniquement sur la
spatialisation des rendements pour les saisons agricoles 2018 et 2019.

La segmentation de la zone d’étude est effectuée via ’algorithme SLIC
(Achanta et al., 2012) & partir d’une série temporelle de NDVI extraite
d’images PlanetScope de la saison 2018 (Figures 4.2a et 4.2b). Cette étape
nous permet d’obtenir des pseudo parcelles candidates de taille comparables
ayant des caractéristiques biophysiques semblables. Ensuite pour chaque sai-
son culturale entre 2018 et 2019, une intersection spatiale est réalisée entre
les pseudo parcelles candidates et la carte d’occupation du sol correspon-
dante (Figures 4.2c¢ et 4.2e) produite au niveau objet. De cette fagon une
classe d’occupation du sol est attribuée a chaque résultat de l'intersection.
Finalement, nous obtenons les pseudo parcelles spécifiques a la saison agricole
par vote majoritaire sur la classe d’occupation du sol des parcelles candidates,
masquant ainsi les superficies non cultivées et autres que des céréales (Fi-
gures 4.2d et 4.2f).

4.3 Reésultats et Discussion

4.3.1 Reésultats
Phase d’estimation des rendements

Nous présentons tout d’abord les résultats de la phase d’estimation des
rendements avec les groupes distincts de variables explicatives. Les perfor-
mances moyennes des modeles, suivant la procédure de validation croisée,
sont reportées dans le tableau 4.3. Nous notons tout d’abord les mauvaises
performances, par rapport au reste des méthodes, de ’approche de base em-
ployant une régression linéaire avec la valeur maximale de NDVT observée au
cours du développement des cultures comme variable explicative (R? moyen
de 0.08). Indépendamment des variables explicatives, les modéles RF et MLP
ont obtenu des performances comparables et meilleures que celles des autres
approches (R? moyen de 0.48) en 'occurrence celles d’apprentissage profond
(R? moyen de 0.42) et la régression ridge (R? moyen de 0.41). A propos des
différents groupes de variables explicatives, nous notons que les variables ra-
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dar sont moins efficaces que les autres variables optiques (bandes optiques ou
indices de végétation) sur notre site d’étude, ce qui peut étre particuliérement
mis en lumiére pour le modéle CNN (R? moyen de 0.06). De plus, le com-
portement des modéles est variable vis-a-vis des bandes optiques ou indices
de végétation. Certains modeéles (RR, MLP) sont plus performants avec les
bandes optiques tandis que c’est I'inverse pour les autres (RF, LSTM, CNN)
qui le sont plutot avec les indices de végétation. Dans I'ensemble, ce sont les
modéles RF et MLP entrainés respectivement avec les indices de végétation
et les bandes optiques qui présentent les meilleurs résultats de cette phase
d’estimation obtenant respectivement des RMSE moyens similaires de 446

kg/ha et 445 kg/ha.

Tableau 4.3 — Performances moyennes des modéles

Max. NDVI R? MAE RMSE
LR 0.08 + 0.13  473.27 £+ 44.32 593.66 + 63.31
SAR R? MAE RMSE
RR 0.24 + 0.14  422.28 + 34.94 539.98 + 64.08
RF 0.32 + 0.15 400.39 4+ 43.70  509.53 £+ 71.23
MLP 0.20 +£ 0.26  409.49 4+ 54.39  547.38 + 100.18
LSTM 0.25 + 0.19 397.37 4+ 46.47 533.81 4+ 85.29
CNN 0.06 + 0.23  451.25 £+ 55.23 597.27 + 86.67
Optique R? MAE RMSE
RR 0.41 + 0.20 360.65 £ 55.26  471.03 £ 90.99
RF 0.44 £+ 0.12 361.5 + 37.14 460.83 + 68.65
MLP 0.48 + 0.17 335.5 4+ 52.24 445.0+ 87.85
LSTM 0.33 + 0.19  391.58 + 51.42 500.68 + 71.15
CNN 0.35 + 0.17  377.28 £ 60.70  497.10 £ 84.35
VI R? MAE RMSE
RR 0.36 +£ 0.17  381.29 4+ 55.52 492.39 + 86.52
RF 0.48 + 0.13 346.06 + 41.0 446.32 + 67.77
MLP 0.42 + 0.14  348.41 + 40.68 471.15 £ 73.12
LSTM 0.42 + 0.12  358.60 + 48.88  468.92 4+ 68.97
CNN 0.42 + 0.21  360.11 £ 67.56 468.91 + 94.68

Nous illustrons sur la figure 4.3, les diagrammes de dispersion représentant
les valeurs observées et prédites des rendements, moyennées a travers de la
procédure de validation croisée pour ’ensemble des modéles. En considérant
les prédictions moyennées, nous remarquons que le modéle CNN entrainé
avec les indices de végétation, noté CNN (VI), montre de meilleurs accords
que les autres approches entre observations et prédictions (R?*=0.58), par
exemple RF (VI) avec un R? de 0.53 ou MLP (Opt.) avec un R? de 0.54.
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Toutefois, les diagrammes en boite marginaux montrent pour I’ensemble des
modeles, une sous-estimation des valeurs élevées ainsi qu’'une surestimation
des valeurs faibles de rendements.
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Figure 4.3 — Continue
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Pour résumer cette phase d’estimation des rendements a partir des groupes
distincts de variables explicatives, nous avons observé que les approches tradi-
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Figure 4.3 — Diagrammes de dispersion représentant les observations et pré-
dictions de rendements moyennées a travers la procédure de validation croi-
sée.

tionnelles telles que RF ou MLP restent, dans ce contexte trés limité en don-
nées d’apprentissage, plus performantes que les techniques d’apprentissage
profond, méme si le comportement moyen du modéle CNN est prometteur.

Par la suite, nous avons analysé les performances des modéles pour 1'es-
timation des rendements en considérant les quatre scénarios de combinaison
des variables explicatives présentés en section 4.2.3 : (i) SAR et Opt., (ii) SAR
et VI, (iii) Opt. et VI et (iv) 'ensemble des 3 groupes (SAR, Opt. et VI).
Les performances obtenues avec la combinaison multi-source sont illustrées
sur la figure 4.4. A titre de comparaison, nous y avons également reporté les
meilleures performances précédentes (MPP), obtenues pour chaque modéle
en utilisant les groupes distincts (soit les bandes optiques ou les indices de
végétation). A I'exception des approches RF et CNN, les performances des
modéles restent similaires ou sont plus faibles par rapport a celles obtenues
précédemment. Nous notons respectivement des améliorations du R? de 0.48
a 0.51 pour le modele RF et 0.42 a 0.46 pour le CNN. Cette amélioration
pour les deux modeéles est relative au scénario (ii) SAR et VI. Ce scénario
multi-source est également le plus efficace d’entre les quatre pour le modéle
LSTM bien qu’il reste moins performant que le scénario mono-source. Dans
I'ensemble, la combinaison multi-source (radar et optique) n’améliore pas
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Figure 4.4 — Performances moyennes et écart type (sous forme de barre d’er-
reur) obtenues avec la combinaison des différents groupes de variables ex-
plicatives. Nous notons MPP les meilleures performances précédentes des
modeles obtenues avec les groupes distincts de variables explicatives.
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systématiquement l’estimation des rendements du mil sur notre site d’étude.
Les améliorations que nous avons constaté semblent toutefois étroitement
liées a 'approche de modélisation utilisée.

Phase de prévision des rendements

Dans cette phase de prévision de rendements, nous employons le modéle
RF et la combinaison multi-source radar et indices de végétation qui semble
plus adapté que les autres scénarios testés pour la modélisation des rende-
ments du mil sur notre site. Les résultats sont illustrés par la figure 4.5. Pour
rappel, la prévision des rendements est effectuée a partir du stade d’émer-
gence des cultures jusqu’a leur sénescence, en considérant différentes fenétres
temporelles raccourcies par incréments de 15 jours.

nov nov

oct R2 oct RRMSE

sep . 0.40 sep 0.44
0.35 0.42
0.30 :

aol 0.25 aol 0.40

jul jul

juijul aol sep oct juijul aol sep oct

Figure 4.5 — Performances moyennes obtenues en considérant le R? et le
RRMSE (ou RMSE relatif, soit la valeur du RMSE divisée par la moyenne des
observations) durant la phase de prévision des rendements. L’axe x représente
le début des fenétres temporelles de prévision et 'axe y sa fin.

Nous remarquons que les prévisions deviennent plus précises a mesure
que les fenétres temporelles considérées s’approchent de la période de récolte
vers fin Octobre au plus tard. Des performances de prévision plus ou moins
similaires a celles de I'estimation sont obtenues pour une période s’étendant
entre la mi-Aott et la fin Octobre. Bien que la fenétre temporelle s’éten-
dant entre la mi-Juillet et la mi-Aott affiche les meilleures performances en
prévision (R? de 0.44), des prédictions stables sont obtenues a partir de la
mi-Octobre (R? de 0.43), soit deux semaines avant la fin de toute activité agri-
cole. Par ailleurs, la longueur des fenétres temporelles considérées, ne semble
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pas influencer les prédictions a la mi-Octobre, puisque les performances obte-
nues sont sensiblement les mémes pour les périodes considérées. Notons tout
de méme la chute en précision des prévisions considérant des fenétres tem-
porelles tardives (Septembre/Octobre — Octobre/Novembre) qui s’explique
certainement par le fait que leurs prédictions soient basées uniquement sur
des informations de sénescence des plantes.

Spatialisation des rendements

Dans cette derniére partie, nous présentons les résultats de la spatialisa-
tion des rendements pour les pseudo parcelles de mil générées en 2018 et 2019.
Nous employons a nouveau le modéle RF et la combinaison multi-source SAR
et VI. La spatialisation est conduite pour les deux phases de modélisation (es-
timation et prévision). De ce fait, nous évaluons aussi la distribution spatiale
des écarts entre prévisions de rendements en cours de saison (& peu prés deux
semaines avant la fin des récoltes) et estimations en fin de saison ainsi que
leurs tendances (surestimations ou sous-estimations). Les différentes cartes
sont présentées a la figure 4.6.

Sur les cartes de rendements des deux années (Figures 4.6a et 4.6¢), nous
notons qu’il existe une variabilité spatiale notable, méme pour des pseudo
parcelles contigués. Les moyennes des rendements estimés sont respective-
ment de 965 kg/ha et 1080 kg/ha en 2018 et 2019, avec des ceefficients de
variation de 8% et 17%. Sans grande surprise, les rendements les plus élevés
sont obtenus dans I’anneau de fertilité, qui désigne les parcelles entourant des
zones habitées (villages). Ce sont les parcelles qui regoivent le plus souvent
des fertilisants (ex. fumiers). Ainsi, les parcelles plus éloignées et peu fer-
tilisées obtiennent souvent des rendements plus faibles. C’est ’exemple des
parcelles en jachére en 2018 (toute la partie a 'ouest) et cultivées en 2019
dont les rendements sont parmi les plus faibles. En ce qui concerne la distri-
bution spatiale des écarts entre prévisions et estimations sur les deux années
(Figures 4.6b et 4.6d) et plus précisément leur tendances, nous notons clai-
rement une surestimation d’ensemble des rendements en 2018, notamment
dans ’anneau de fertilité, tandis qu’en 2019 les rendements sont plutot sous-
estimés pour cette zone particuliére. Les pourcentages moyens des écarts sont
d’environ 5% en 2018 et de -0,5% en 2019. De maniére globale, il n’y a pas
de tendance claire d’une année a ’autre en ce qui concerne les écarts obtenus
pour une méme zone. De plus la plupart des écarts restent faibles comme
le montrent les courbes de densité pour les deux années (figure 4.7), ce qui
indique des capacités de prévision satisfaisantes par rapport aux estimations.



CHAPITRE 4. Suivi des rendements en petite agriculture familiale 111

Rendements (kg/ha) —— Ecarts (%)
(1795 1922 E974 EM1022 EM1598 B-18 -1 I3 =910 Em67
(a) Estimations des rendements 2018 (b) Ecarts (prévisions-estimations) 2018

Rendements (kg/ha) — Ecarts (%)
(872 1948 E31032 Em1151 Em1719 m-18 09-4 -0 I3 B 21
(c) Estimations des rendements 2019 (d) Ecarts (prévisions-estimations) 2019

Figure 4.6 — Cartographie des rendements du mil et écarts entre prévisions
et estimations pour les saisons culturales 2018 et 2019 (une discrétisation
par quantiles est appliquée pour les différentes cartes ; le fond de carte utilisé
pour les sous-figures est issu de Bing Maps).
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Figure 4.7 — Courbes de densité représentant les écarts entre prévisions et
estimations pour les saisons culturales 2018 et 2019.
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4.3.2 Discussion

Dans ce travail, nous avons comparé diverses approches pour la modélisa-

tion des rendements du mil. Parmi elles, nous avions comme approche de base
ou référence un modéle de régression linéaire avec comme unique variable ex-
plicative la valeur maximale de NDVT observée au cours du développement
des cultures. Bien que le potentiel de cette approche ait déja été démontré
par d’autres études (Jain et al., 2016; Azzari et al., 2017; Lambert et al.,
2018), nous remarquons dans notre cas qu’elle est de moindre efficacité pour
modéliser les rendements du mil. Une explication probable est liée au fait que
la période de pic d’activité des cultures (fin Aott/début-mi Septembre) n’est
que trés faiblement couverte dans notre série temporelle optique, en raison
de 'omniprésence des nuages (voir Figure 4.1). Ainsi, les valeurs observées
de NDVI sont certainement sous-estimées par rapport a la réalité, ce qui a
pu impacter la qualité de la régression linéaire.
Parmi les autres approches évaluées, les modéles d’apprentissage profond
(LSTM et CNN) ont obtenu des performances inférieures aux approches tra-
ditionnellement utilisées comme les foréts aléatoires ou le perceptron multi-
couche. Ces résultats sont en contradiction avec la littérature récente (ex.
(You et al., 2017; Wolanin et al., 2020; Khaki et al., 2021)), mais semblent liés
principalement a notre contexte d’étude. En effet, rappelons que ce dernier
est tres limité en données de référence et pose dés le départ des défis a l'en-
trainement supervisé des techniques d’apprentissage profond. Ces méthodes
ont surtout montré leur supériorité par rapport aux techniques classiques
d’apprentissage automatique dans des scénarios bien différents ou les don-
nées d’entrainement étaient disponibles a plus large échelle. La disponibilité
de données a trés petite échelle dans notre cas (66 parcelles suivies au total)
freine certainement ’extraction de représentations efficaces permettant aux
méthodes d’apprentissage profond de bien généraliser dans cette tache de mo-
délisation des rendements. Cette éventualité prend d’autant plus de sens que
les meilleures performances des modeéles LSTM et CNN (R? moyen de 0.42),
obtenues en employant séparément les groupes de variables explicatives, sont
basées sur les indices de végétation que nous pouvons considérer comme des
caractéristiques extraites manuellement, plutdét que les données brutes que
sont les ccefficients de rétrodiffusion radar ou les bandes spectrales optiques.
Toutefois, il convient de mentionner qu’en particulier le CNN a montré du
potentiel dans ce contexte qui pose des défis aux techniques d’apprentissage
profond. Ceci est effectivement mis en évidence sur les diagrammes de disper-
sion (Figure 4.3) ou de meilleurs accords en faveur du CNN ont été observés
entre rendements observés et prédictions moyennées.

Un autre point important abordé dans ce travail est celui relatif a 1'uti-
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lisation de données multi-sources radar et optique pour la modélisation des
rendements du mil. Nous avons tout d’abord employé les variables explica-
tives multi-sources séparément et obtenu de meilleures performances vis-a-
vis de l'utilisation des variables optiques (bandes spectrales ou indices de
végétation) par rapport aux coefficients de rétrodiffusion radar. Ces résul-
tats obtenus pour le mil dans le contexte de la petite agriculture familiale
en Afrique subsaharienne sont en contradiction avec d’autres études, bien
que sur des systémes différents, comme celle de Fieuzal and Baup (2017)
qui ont pour leur part obtenu une meilleure contribution des ccefficients de
rétrodiffusion radar (en polarisation parallele VV et croisée VH en bande
C) par rapport aux bandes spectrales optiques pour la modélisation des ren-
dements du blé. La résolution spatiale des images radar utilisées dans cette
étude a savoir TerraSAR-X (3 & 1.5m) et Radarsat-2 (5m) par rapport a
Sentinel-1 (10-m) ou encore la canopée qui est plus homogéne qu’en petite
agriculture familiale caractérisée majoritairement par des systémes mixtes de
culture, sont autant de facteurs pouvant expliquer ces dissimilitudes. Fieuzal
et al. (2017) néanmoins, ont obtenu de meilleures performances avec 1'uti-
lisation de la réflectance dans les longueurs d’onde du rouge par rapport a
celle du signal radar pour ’estimation des rendements du mafis. En somme, il
n’est pas étonnant compte tenu des résultats existant dans la littérature que
les indications sur les processus biophysiques fournies par l'optique soient
plus significatifs dans notre cas que les ceefficients de rétrodiffusion radar.
Par la suite, nous avons exploré quatre scénarios possibles de combinaison
multi-source pour les différents groupes de variables explicatives. Parmi ces
scénarios, seule ’association des coefficients de rétrodiffusion radar avec des
indices de végétation a globalement amélioré la modélisation des rendements.
Néanmoins ces améliorations étaient étroitement liées a la méthode de modé-
lisation employée. Etant donné que la complémentarité entre signaux radar
et optique est bien établie dans la littérature pour des applications comme
la cartographie des cultures ou de l'occupation des sols (Jin et al., 2019;
lenco et al., 2019b), il est inattendu que seules quelques méthodes dans notre
é¢tude (RF, CNN) puissent effectivement en tirer parti tandis que le autres
(RR, MLP et LSTM) en soient dans l'incapacité. Néanmoins, des observa-
tions similaires dans d’autres contextes d’études existent dans la littérature
avec des réseaux de neurones artificiels (MLP). Dans 'étude de Fieuzal and
Baup (2017), des prévisions de rendements du blé sont conduits tout au long
de la saison culturale sur une trentaine de parcelles localisées dans le sud-
est de la France, en utilisant des données satellitaires multi-sources radar
(TerraSAR-X et Radarsat-2) et optique (Formosat-2 et SPOT-4/5). Parmi
diverses configurations testées, incluant des combinaisons entre ccefficients
de rétrodiffusion radar et bandes spectrales optiques, c¢’est plutoét une combi-
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naison de ceefficients de rétrodiffusion radar (en polarisation paralléle VV et
croisée VH en bande C) et non une combinaison radar et optique qui a fourni
les meilleures prévisions en saison. De méme, ’étude de Fieuzal et al. (2017),
dans un contexte quasi similaire au précédent, a montré de meilleures perfor-
mances vis-a-vis de la réflectance dans les longueurs d’onde du rouge plutot
qu’'une combinaison radar et optique pour la modélisation des rendements
du mais. Le point commun entre ces études et la notre réside dans le fait
qu’elles aient été conduites avec des échantillons a tres petite échelle. Ainsi,
il nous parait probable que dans le contexte limité en données de référence
qui caractérise ces études, toutes les approches de modélisation adoptées ne
soient pas pertinentes ou du moins adaptées pour tirer parti des dépendances
multi-sources a I’'opposé des scénarios en cartographie des cultures ou de 1’oc-
cupation des sols ot la vérité terrain est plus importante et disponible a plus
large échelle.

Dans ce travail, nous avons également conduit une phase de prévision des
rendements afin de déterminer une période de temps en cours de saison ou
des prédictions satisfaisantes de rendements pouvaient étre obtenues sur le
site d’étude. Compte tenu de la proportion de la variabilité des rendements
expliquée par notre modeéle RF, il apparait que des prédictions stables et sa-
tisfaisantes soient possibles au mieux deux semaines avant la fin de la saison
agricole au plus tard en fin Octobre. Des estimations précoces des rendements
en cours de saison sont a la clé de stratégies et politiques efficaces en ma-
tiere de sécurité alimentaire. Notons qu’au Sénégal, les statistiques officielles
sur les rendements, obtenues traditionnellement a partir de campagnes sur le
terrain usant de stratégies d’échantillonnage stratifiées, cotiteuses en temps
et en moyens humains, ne sont disponibles que quelques mois apreés les ré-
coltes (Jacques and Defourny, 2019), typiquement en fin Novembre. Comme
montré dans notre étude et précédemment sur d’autres sites (Ficuzal and
Baup, 2017), la modélisation des rendements par télédétection est une voie
qui peut aider a l'anticipation des récoltes, améliorant ainsi les temps de
collecte de statistiques sur la production des cultures, en l'occurrence ici du
mil, tout en favorisant une réponse adaptée aux situations de pénurie. Néan-
moins, nous ne sous-tendons pas que cette voie devrait remplacer les efforts
traditionnels en matiére de collecte de données sur le terrain mais plutot les
accompagner et les compléter.

En dernier lieu, nous avons spatialisé les rendements du mil a 1’échelle
de la parcelle pour les saisons culturales 2018 et 2019. Cette étape finale
de cartographie des rendements peut aider & analyser 1’hétérogénéité spa-
tiale existante méme pour des parcelles contigués, tout en guidant les pra-
tiques agronomiques et les stratégies visant a minimiser ces disparités. A
titre d’exemple, (Jin et al., 2019) ainsi que (Leroux et al., 2020) ont analysé
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respectivement récemment pour les cultures de mil et de mais, les facteurs
de la variabilité spatiale des rendements sur base de variables associées a la
gestion des parcelles, aux pratiques culturales et aux paramétres édaphiques
comme la quantité de nutriments. Dans notre étude, la distribution spa-
tiale des rendements obtenus en fonction des zones d’habitation (anneau de
fertilité notamment) semble indiquer que les apports en matiére organique
sont un déterminant majeur de I’hétérogénéité existante. Par ailleurs, nous
avions aussi analysé la distribution spatiale des écarts entre prévisions et
estimations ainsi que leur tendances pour les deux saisons culturales consi-
dérées. Les prévisions étaient globalement sur-estimées par rapport aux esti-
mations en 2018, notamment dans I'anneau de fertilité tandis qu’en 2019 il
s’est produit plutot I'inverse pour cette zone particuliére. Nous n’avons donc
pas décelé de tendance claire d’'une année a 'autre entre les écarts obtenus
pour une zone spécifique. Quelques facteurs liés a la variabilité inter-annuelle
des rendements en petite agriculture familiale peuvent expliquer ces dissi-
militudes. Par exemple, les effets environnementaux (début de la saison des
pluies) ou pratiques agricoles (rotations culturales, cultures mixtes ou inter-
calées, quantité de fertilisants appliqués) sont autant de facteurs qui causent
de I'hétérogénéité entre les récoltes des saisons culturales successives. Par
conséquent, il peut étre délicat d’obtenir des tendances similaires entre les
années en considérant les mémes fenétres temporelles pour prévoir les rende-
ments. Pour finir, rappelons que toute I’analyse qui résulte de la spatialisation
des rendements du mil est sujette a la qualité de la cartographie de 1'occu-
pation du sol réalisée en amont et que des erreurs de classification peuvent
entrainer de ce fait de possibles biais dans le raisonnement qui s’en est suivi.

En fin de compte, soulignons tout de méme que notre étude est conduite
a Déchelle d'une petite zone d’étude (17 km?) et est restreinte en terme
d’échantillons observés. La difficulté a collecter des données de référence a
plus large échelle pour des cultures vivriéres comme le mil, principalement en
raison des cotits d’acquisition, est I'un des facteurs majeurs qui empéchent le
passage a l’échelle de nombreuses recherches sur le suivi des rendements en
petite agriculture familiale notamment en Afrique subsaharienne.

4.4 Conclusion

Dans ce chapitre, nous nous sommes intéressés a la modélisation des ren-
dements dans le cas de la petite agriculture familiale en Afrique subsaha-
rienne, qui représente un enjeu majeur pour la sécurité alimentaire dans la
sous-région. Bien que la disponibilité d’images de télédétection multi-sources
et a hautes résolutions spatiale et temporelle soit un atout pour le suivi des
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rendements en petite agriculture familiale, trés peu d’études se sont penchées
sur la combinaison de données radar et optique dans ce contexte. De plus, les
techniques d’apprentissage profond, bien que omniprésentes dans d’autres cas
d’étude, ont recu tres peu d’attention pour la modélisation des rendements
en petite agriculture familiale, caractérisée par des données de référence treés
limitées. Ce chapitre de la thése a ainsi traité de ’estimation (en fin de saison)
et de la prévision (en cours de saison) des rendements du mil sur le site du
bassin arachidier au Sénégal. Nous utilisons a cette fin des séries temporelles
d’images radar et optique (Sentinel-1 et Sentinel-2) et un large panel d’ap-
proches comprenant a la fois des techniques usuellement adoptées pour la
modélisation des rendements et des modéles d’apprentissage profond. Parmi
les approches évaluées en phase d’estimation, la méthode des foréts aléatoires
a expliqué la plus grande part de la variabilité des rendements observés sur
le site d’étude, tandis que celle des réseaux de neurones convolutifs a montré
du potentiel dans ce contexte qui pose des défis aux techniques d’apprentis-
sage profond. La combinaison des données multi-source, et plus précisément
celle des coefficients de rétrodiffusion radar avec des indices de végétation, a
pour sa part été concluante en améliorant les performances de modélisation
des rendements. Cependant, les améliorations observées étaient étroitement
liées a 'approche de modélisation adoptée en l'occurrence les foréts aléa-
toires et réseaux de neurones convolutifs. Enfin, la prévision des rendements
en cours de saison culturale a révélé que des prédictions stables et satisfai-
santes pouvaient étre obtenues au mieux deux semaines avant la fin de la
saison agricole. Bien que ces prévisions soient trés rapprochées de la période
de récolte, elles peuvent néanmoins contribuer a accélérer le recueil des in-
formations sur la production agricole en accompagnant et en complétant les
efforts de collecte sur le terrain. Dans ’ensemble, nos résultats montrent une
certaine plus-value de la combinaison multi-source pour la modélisation des
rendements en petite agriculture familiale et consolident 'utilisation des fo-
réts aléatoires usuellement adoptée dans ce contexte. Par ailleurs, ce contexte
actuellement limité en données de référence, ne semble pas encore, au vu de
notre évaluation, tout a fait adapté a la modélisation des rendements agri-
coles a partir de ’entrainement supervisé, de bout en bout tout du moins, des
techniques d’apprentissage profond. Ainsi, d’autres stratégies d’entrainement
telles que l'apprentissage semi-supervisé ou l'apprentissage auto-supervisé,
qui requiérent moins de données de référence, pourraient permettre a ces
techniques, et notamment au CNN qui a montré du potentiel dans notre
évaluation, de devenir a leur tour des standards pour la petite agriculture
familiale.






Conclusion et Perspectives

Contributions de la thése

L’objectif général de cette thése est de proposer des contributions mé-
thodologiques pour améliorer I’évaluation de la production agricole dans les
systéemes de suivi des cultures a partir de la télédétection multi-source et
des techniques d’apprentissage profond. L’évaluation de la production agri-
cole repose sur le suivi des surfaces cultivées et des rendements des cultures.
Ainsi, nous avons mené des travaux relatifs a ces deux aspects en ayant en
outre un regard croisé vis-a-vis de l'application de nos méthodes sur des
sites d’étude contrastés, localisés & la fois en agriculture conventionnelle et
en petite agriculture familiale.

Nous avons proposé deux approches méthodologiques pour caractériser
I’occupation du sol et identifier les surfaces cultivées. Notre premiére ap-
proche est basée sur des RNNs équipés de mécanismes d’attention. Cette
approche est mise au point pour le couplage de séries temporelles multi-
sources radar et optique (Sentinel-1 et Sentinel-2) et incorpore dans le pro-
cessus, des connaissances spécifiques de domaine a travers une stratégie de
pré-entrainement. Dans le but d’'intégrer davantage de données satellitaires
multi-sources, nous avons par la suite proposé une seconde approche reposant
sur des CNNs. Cette approche combine a la fois des informations satellitaires
multi-sources et multi-temporelles mais également multi-échelles en couplant
des séries temporelles radar et optique (Sentinel-1 et Sentinel-2) & haute ré-
solution ainsi qu’une image optique a trés haute résolution spatiale (SPOT).
Chacune de ces approches est évaluée a des échelles territoriale et locale en
prenant en compte de sites d’études contrastés par leurs paysages, condi-
tions agro-climatiques et pratiques culturales. De maniére générale, 1’évalua-
tion des approches proposées a montré que les techniques d’apprentissage
profond semblent mieux adaptés que les méthodes courantes d’apprentis-
sage automatique pour tirer parti de la complémentarité des données multi-
sources, multi-temporelles et multi-échelles, a mesure qu’il y ait une quantité
suffisante d’échantillons étiquetés pour leur entrainement. Les modéles d’ap-
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prentissage profond employés dans cette thése a savoir les RNNs et CNNs
ont leurs avantages et inconvénients respectifs. Les RNNs sont par exemple,
par rapport aux CNNs, généralement plus lents en phase d’entrainement tan-
dis qu’ils ont I'avantage de pouvoir traiter des séquences de tailles variables.
Néanmoins, au dela du couplage multi-source par un réseau de neurones
profond, nos travaux ont aussi montré que d’autres composantes méthodo-
logiques méritent d’étre prises en compte. Soulignons par exemple l'intégra-
tion de classifieurs auxiliaires dans le processus de combinaison multi-source
que nous avons étendu ultérieurement pour distiller les connaissances entre
couches plus profondes et moins profondes. De méme, notons l'intégration
de connaissances spécifiques de domaine, & savoir les relations hiérarchiques
entre classes d’occupation du sol, qui semble bénéfique au processus d’entrai-
nement des réseaux de neurones. Si peu d’études a 1’époque de ces travaux
avaient considéré l'intégration de connaissances a priori dans I’entrainement
des réseaux de neurones, de plus en plus d’études présentement semblent
s’orienter en ce sens (Bertinetto et al., 2020; Garnot and Landrieu, 2020; Tur-
koglu et al., 2021). Pour finir, les résultats obtenus nous incitent également
a nous questionner sur 'apport éventuel de I'intégration d’autres sources de
données pouvant étre par exemple un modeéle numérique de surface.

Nous avons également contribué dans cette thése a 1’évaluation des ren-
dements des surfaces cultivées en proposant une démarche méthodologique
comparative appliquée a I’échelle locale de la petite agriculture familiale en
Afrique subsaharienne. L’évaluation des rendements dans cette région re-
présente a ’heure actuelle un enjeu majeur de sécurité alimentaire tandis
que peu de données sur les rendements observés sont disponibles. Dans ce
contexte inéluctablement limité en données de référence, nous avons traité de
I'estimation (en fin de saison) et de la prévision (en cours de saison) des ren-
dements d’une culture de base dans la région, le mil, principalement destiné a
la consommation des ménages. En employant des variables explicatives issues
de séries temporelles multi-sources radar et optique (Sentinel-1 et Sentinel-2),
nous avons donc évalué les performances de modéles d’apprentissage profond
notamment LSTM et CNN par rapport a des approches traditionnellement
utilisées comme les foréts aléatoires. Le travail d’investigation réalisé dans
ce cas d’étude précis n’a pas montré de plus-value manifeste a ’emploi de
techniques d’apprentissage profond, leurs performances restant globalement
inférieures a celles des foréts aléatoires, une approche courante pour la mo-
délisation des rendements. Egalement, le couplage de données multi-sources
et multi-temporelles n’a été bénéfique que pour une poignée d’approches
évaluées (foréts aléatoires et CNN). Il y a certes du potentiel a tirer des mé-
thodes d’apprentissage profond notamment le CNN dans le contexte actuel
de la petite agriculture familiale, mais cette derniére ne semble pas adaptée a
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I’entrainement supervisé de bout en bout des méthodes d’apprentissage pro-
fond. A défaut de ne pouvoir collecter une quantité suffisante de données sur
les rendements observés dans le cas de la petite agriculture familiale, d’autres
types d’apprentissage (semi-supervisé, auto-supervisé, par transfert) mérite-
raient d’étre examinés (van Engelen and Hoos, 2020; Jing and Tian, 2020;
Kaneko et al., 2017).

Perspectives aux travaux réalisés

Les contributions méthodologiques apportées dans cette thése sont éva-
luées a des échelles territoriale et locale. A I'égard des systémes de suivi
des cultures, leur intégration devra étre synonyme d’un passage a plus large
échelle a savoir régionale, nationale voire globale. Au vu des progrés réali-
sés en termes de capacité de calcul et mémoire des ordinateurs, le passage
a I’échelle d’'un point de vue computationnel est envisageable sans obstacle
majeur. Néanmoins, certaines entraves peuvent par exemple provenir de mo-
dalités manquantes dans I'approche multi-source. En effet, il peut survenir
qu'une ou plusieurs sources de données, par exemple des images optiques a
trés haute résolution spatiale, ne soient disponibles que sur une portion des
sites d’études en raison de cotits d’acquisition élevés, d’une fauchée souvent
réduite par rapport aux images de résolution spatiale moins fine ou encore a
cause de la nébulosité fréquente. Au lieu d’exclure ces données manquantes,
une piste pourrait se trouver dans la distillation des connaissances (Hin-
ton et al., 2015) et 'hallucination de modalités (Hoffman et al., 2016). La
distillation de connaissances a été proposée initialement pour transférer les
connaissances d'un grand modéle aussi appelé enseignant, vers un modele
plus petit désigné étudiant, en faisant mimer la sortie du modéle enseignant
au modele étudiant. L’enseignant serait dans notre cas de figure, un réseaux
de neurones entrainé avec 1’ensemble des modalités (non manquantes et man-
quantes en partie) tandis que I’étudiant serait le réseau entrainé uniquement
avec les modalités non manquantes. Le modéle étudiant permettrait des lors
de pallier les sources manquantes au moment de I'inférence. L’hallucination
de modalités s’inspire de la distillation de connaissances entre réseaux de neu-
rones. Elle permet de simuler la présence de la modalité en partie manquante
pendant la phase d’inférence. Pour ce faire, un premier modéle est entrainé
uniquement avec les modalités non manquantes et un second uniquement
avec les modalités manquantes en partie. Le premier modéle est doté d'un
réseau ou branche d’hallucination lui permettant d’apprendre une représenta-
tion associée aux modalités en partie manquantes & partir du second modéle.
C’est donc ce modéle entrainé avec les modalités non manquantes mais dis-
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posant de connaissances provenant des modalités en partie manquantes qui
est déployé en phase d’inférence.

Egalement, d’autres obstacles liés aux données étiquetées en classifica-
tion de l'occupation du sol peuvent entraver un passage a 1’échelle vis-a-vis
des systémes de suivi des cultures. Ils proviennent par exemple du fait que
les données étiquetées ne soient pas toujours disponibles sur 'entiéreté des
zones d’intérét. Cependant, 'occupation du sol tend a différer d’une région
a autre. Ainsi, disposer de données étiquetées rien qu’a 1’échelle d’une ré-
gion n’aide donc pas nécessairement dans la cartographie précise de I'autre.
Tout autant, la qualité des étiquettes est extrémement variable d’une région a
I’autre compte tenu notamment de procédures de collecte diverses. Tout ceci
pose donc des problémes vis-a-vis de I'entrainement des modéles et de leur
déploiement en phase d’inférence. D’autre part, une situation fréquemment
rencontrée est celle de 'actualisation des étiquettes. En raison des cofits liés
a la collecte des données, les étiquettes disponibles ne reflétent pas toujours
I’occupation du sol de la période d’intérét. Dés lors, des pistes & explorer face
a ces obstacles pourraient résider dans ’apprentissage par transfert et plus
précisément 'adaptation de domaine (Kouw, 2018; Kouw and Loog, 2021).
L’adaptation de domaine est un champ en apprentissage automatique qui
traite de données dont la distribution n’est pas stationnaire dans l’espace
et le temps (Tuia et al., 2016). Il fait intervenir un domaine source ou les
données de référence sont généralement disponibles, de bonne qualité et a
jour ainsi qu'un domaine cible, celui ou les annotations sont rares voire in-
existantes. L’adaptation de domaine peut étre ainsi explorée pour examiner
les possibilités de transfert spatial (Lucas et al., 2020a) d’un modele entrainé
sur une région particuliére (domaine source) a une autre (domaine cible) de
méme que celles du transfert temporel d’'un modéle entrainé sur une méme
région mais & des périodes de temps différentes. Si des contributions récentes
dans un cadre d’utilisation de données mono-source ont été apportées a ce
sujet (ex. Lucas et al. (2020b, 2021)), le contexte multi-source pose plus de
défis et est toujours ouvert & investigation (Munro and Damen, 2020).

Enfin, un autre obstacle au passage a ’échelle auquel nous nous sommes
également confrontés dans cette thése (exemple du site du bassin arachidier
au Sénégal), est celui lié a la faible quantité des données étiquetées disponible
sur certaines zones d’intérét. Ainsi, que ce soit pour des taches de classi-
fication ou de régression, il est probable d’envisager d’autres modes d’ap-
prentissage comme l’apprentissage semi-supervisé ou auto-supervisé (self-
supervised). Comme évoqué précédemment en Section 1.2, I'approche semi-
supervisée permet de tirer a la fois parti de données étiquetées disponibles en
faible quantité et de données non étiquetées souvent disponibles largement
en plus grand ensemble. Dans 'analyse des images satellitaires, un nombre
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considérable de données non annotées de méme distribution que les données
annotées, est disponible en phase d’entrainement et peut étre mis a contribu-
tion. Partant toujours du principe de la disponibilité de ce large ensemble de
données non annotées, une autre direction pourrait étre celle de 'apprentis-
sage auto-supervisé. Ce mode d’apprentissage a émergé avec ’apprentissage
profond et est devenu un standard en traitement automatique du langage
avec les travaux comme Word2Vec (Mikolov et al., 2013) ou BERT (Devlin
et al., 2019). L’apprentissage auto-supervisé d’un réseau de neurones consiste
a faire précéder sa tache principale d’apprentissage d'une tache de prétexte
dans le but de lui faire apprendre des représentations utiles pour la tache
cible. Cette approche permet ainsi d’obtenir de meilleures performances sur
la tache d’apprentissage principale comparé a un apprentissage supervisé ef-
fectué de bout-en-bout a partir de la faible quantité de données annotées.
L’apprentissage auto-supervisé commence a émerger également dans l'ana-
lyse d’images satellitaires notamment mono-source (ex. Yuan and Lin (2021))
ou il est possible de construire des taches de prétexte a partir du large en-
semble de données non annotées existant. Ce champ reste également ouvert
a investigation dans un contexte de multiples modalités.
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Acronymes

A A Apprentissage automatique.
AP Apprentissage profond.
AVHRR Advanced Very-High-Resolution Radiometer.

CESBIO Centre d’Etudes Spatiales de la Biosphére.

Cirad Centre de Coopération Internationale pour la Recherche Agrono-
mique et le Développement.

CNES Centre National d’Etudes Spatiales.

CNN Convolutional Neural Network ou Réseau de neurones convolu-
tionnels.

DL Deep learning.
ESA European Spatial Agency.

FAO Organisation des Nations Unies pour I’Alimentation et 1’Agricul-
ture.

GMES Global Monitoring for Environment and Security.
GPS Global Positioning System.

GRD Ground Range Detected.

GRU Gated Recurrent Unit.

HH Polarisation horizontale pour la transmission et la réception.

HYV Polarisation horizontale pour la transmission et verticale pour la
réception.

TA Intelligence artificielle.

IDS Infrastructure de Données et de Services.
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140 ACRONYMES

IRSA Institute of Remote Sensing Applications of the Chinese Academy
of Sciences.

IW Interferometric Wide swath.
JRC Joint Research Centre.

LCCS Land Cover Classification System.
LSTM Long-Short Term Memory.

MA Meécanisme d’attention.

MLP Multi-layer Perceptron ou Perceptron multi-couche.
MODIS Moderate-Resolution Imaging Spectroradiometer.
MSI MultiSpectral Instrument.

NOAA National Oceanic and Atmospheric Administration.
OBIA Object Based Image Analysis.

ONU Organisation des Nations unies.
OT Observation de la Terre.

PEPS Plateforme d’Exploitation des Produits Sentinel.

ReLU Rectifier Linear Unit.

RNN Recurrent Neural Network ou Réseau de neurones récurrents.
RPG Régistre Parcelle Graphique.

RSO Radar a synthése d’ouverture.

SAR Synthetic-Aperture Radar.

SPOT Systéme probatoire d’observation de la Terre ou Satellite pour
I’observation de la Terre.

THEIA Poéle de données et de services surfaces continentale.
TOA Top of Atmosphere.
TOC Top of Canopy.

UNESCO Organisation des Nations unies pour I’éducation, la science
et la culture.

USAID Agence des Etats-Unis pour le développement international.

VH Polarisation verticale pour la transmission et horizontale pour la
réception.
V'V Polarisation verticale pour la transmission et la réception.
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