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Introduction générale

En France comme à l’échelle mondiale, plus de 70 % des émissions de gaz à effet de serre (GES)
produites proviennent de la production et de la consommation d’énergie. Ces émissions, en perpétuelle
augmentation pour des raisons essentiellement anthropiques, sont à l’origine de plusieurs problèmes
environnementaux et obligent tous les gouvernements à s’engager dans une politique de développement
durable. Ainsi, à l’instar de la France, les autres pays de l’Union européenne (UE), en signant l’Accord
de Paris en décembre 2015 [1], se sont engagés à atteindre la neutralité carbone à l’horizon 2050 afin de
respecter leurs engagements dans la lutte contre le changement climatique. Pour espérer atteindre cet
objectif ambitieux, l’UE vise comme palier intermédiaire une baisse drastique de ses émissions de GES
d’au moins 55 % en 2030 par rapport au niveau de 1990 [2]. À cet égard, le gouvernement français a
établi une feuille de route, la stratégie nationale bas-carbone (SNBC) [3], instaurée par la loi du 17 août
2015 relative à la transition énergétique pour la croissance verte, pour piloter la politique d’atténuation
du changement climatique de la France. Cette stratégie met au cœur des préoccupations le secteur de
l’énergie. Il repose ainsi en grande partie sur la décarbonation de ce secteur et une amélioration de
l’efficacité énergétique.

Pour parvenir à la neutralité carbone à l’horizon 2050, une profonde restructuration de l’ensemble
des secteurs d’activités, notamment le secteur énergétique, est nécessaire. En effet, cela implique des
bouleversements dans le secteur des transports, de l’industrie et du bâtiment aujourd’hui encore très
dépendants des énergies fossiles qui sont responsables de la majeure partie des émissions de GES.
Par ailleurs, dans un contexte d’augmentation de la demande mondiale d’énergie, les réserves de
combustibles fossiles se raréfient au fil des années. Ainsi, pour décarboner le secteur des transports par
exemple, on assiste de nos jours au recours à l’électricité pour remplacer les énergies fossiles. Il faudra
donc répondre à la demande d’énergie sans cesse croissante et aux préoccupations environnementales
par une production d’énergie bas-carbone, en particulier d’électricité. En effet, l’un des objectifs
majeurs de la SNBC est une production d’énergie avec zéro émission à l’horizon 2050. Cela passera
par une démocratisation de l’utilisation des énergies renouvelables, fortement plébiscitées pour leur
faible empreinte écologique. En 2020, le Conseil Européen a fixé comme objectif d’accroître à 32 % la
part des énergies renouvelables dans le mix énergétique de l’UE à l’horizon 2030 [2]. Ainsi, depuis
quelques années, la part des énergies renouvelables dans le mix énergétique mondial, en particulier
celle de l’énergie solaire, connaît une très forte progression. En 2019, selon le gestionnaire du réseau
de transport d’électricité en France (RTE), la part des énergies renouvelables dans le mix électrique de
la France était de 22 % (Figure 1) avec une part du solaire essentiellement d’origine photovoltaïque
(PV) de 2,2 % [4]. Les estimations annoncent une forte croissance du solaire PV en France et dans le
monde dans les années à venir.

Dans un contexte où les énergies renouvelables jouent un rôle prépondérant dans la réussite de la
transition énergétique, le développement de nouvelles stratégies de gestion des réseaux électriques
de distribution est nécessaire [5, 6, 7, 8]. En effet, les réseaux électriques, conçus à la base pour une
production centralisée et des flux d’énergie unidirectionnels, font face à un déploiement à grande
échelle d’une production décentralisée, en particulier le solaire PV. Du fait de sa nature très variable, due
essentiellement aux conditions météorologiques, une pénétration élevée de la production PV pourrait
entraîner des problèmes tels que des fluctuations de tension et entraver le maintien de l’équilibre
entre offre et demande. Évoluer vers plus d’intelligence dans la gestion des réseaux électriques doit
permettre :
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2 INTRODUCTION GÉNÉRALE

FIGURE 1 – Mix électrique de la France en 2019 [4].

— une anticipation des problèmes qui pourraient se poser à cause de la pénétration de la production
décentralisée de nature intermittente ;

— une amélioration de l’observabilité des réseaux électriques ;

— une garantie de sécurité et de qualité de service.

Cette thèse s’inscrit dans le cadre du projet « Smart Occitania » visant à développer les algorithmes
nécessaires à la gestion prévisionnelle du réseau électrique de distribution, en présence d’une produc-
tion décentralisée et intermittente, en particulier le solaire photovoltaïque, en région Occitanie. Le
projet « Smart Occitania » fait partie des nombreux projets de démonstrateurs de réseaux électriques
intelligents portés par ENEDIS (le gestionnaire du réseau électrique de distribution en France) ayant
pour objectif le développement d’outils permettant, d’une part, d’augmenter la capacité d’accueil du
réseau électrique de distribution sans construction de nouvelles infrastructures et favorisant, d’autre
part, la pénétration de la production d’énergie renouvelable qui ne cesse d’augmenter du fait de la
dynamique insufflée par la transition énergétique. La prévision de la production PV se trouve au cœur
du développement des stratégies de gestion intelligente des réseaux électriques de distribution qui font
face à un déploiement massif du solaire PV, car elle permet aux gestionnaires de mieux appréhender
l’intermittence du solaire PV et aide à la réussite de sa pénétration à grande échelle. Ainsi, parmi les
différents axes de recherche du projet, la prévision multi-horizon de la production photovoltaïque est
essentielle en ce qu’elle permettrait une amélioration de la gestion du réseau électrique de distribution.
La prévision de la production PV découle directement de celle de l’éclairement global horizontal (ou
GHI, pour global horizontal irradiance), qui est sujet à une variabilité à différentes échelles spatiales et
temporelles. De ce fait, les travaux présentés dans ce manuscrit se focalisent sur la prévision localisée
et spatio-temporelle du GHI à des horizons de temps infra-horaires et infra-journaliers en vue de
prévoir la production PV à des fins de gestion intelligente du réseau électrique de distribution en région
Occitanie faisant face à une pénétration à grande échelle de la production PV.

L’objectif global de cette thèse est de prévoir le GHI pour le contrôle-commande du réseau
électrique de distribution en région Occitanie. Pour cela, nous nous sommes posés quelques questions
qui seront étudiées dans les différents chapitres de ce manuscrit.

— Quel type de modèle pour la prévision du GHI?

— Quel outil de l’apprentissage automatique pour la prévision localisée du GHI?

— Quelle entrée pour les modèles fondés sur la régression non paramétrique par processus gaussien
pour la prévision localisée du GHI?

— Quelle fonction de covariance pour la prévision spatio-temporelle du GHI par régression non
paramétrique par processus gaussien?
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Ce manuscrit s’articule autour de quatre chapitres. Le premier chapitre situe le contexte et fait
le choix du type de modèle pour la prévision du GHI. Tout d’abord, les raisons sous-jacentes de
la transition énergétique et les défis posés par une pénétration massive de la production d’énergie
renouvelable dans le réseau électrique de distribution, ainsi que les solutions pour faire face à ces défis,
sont abordés. On y notera que la prévision de la production photovoltaïque est un élément clé des
stratégies de gestion intelligente des réseaux électriques de distribution. Une présentation du projet
« Smart Occitania » et de ses différents enjeux est également faite. Ensuite, les jeux de données du GHI
utilisés dans cette thèse sont présentés après un rapide rappel des composantes de l’éclairement solaire
et des instruments de mesure associés. Enfin, un état de l’art des modèles de prévision du GHI est
proposé. Une analyse des différentes catégories de modèle existantes dans la littérature est faite et un
type de modèle est choisi pour la prévision du GHI.

Le deuxième chapitre traite d’une étude comparative de modèles statistiques de prévision fondés
sur l’apprentissage automatique dans le but de choisir l’outil le plus adapté à la prévision localisée du
GHI. Après une description des outils considérés dans l’étude comparative, à savoir la régression non
paramétrique par processus gaussien, la régression par machines à vecteurs de support et la régression
par réseaux de neurones artificiels, les résultats obtenus sont présentés. Une comparaison de ces
résultats sur la base des critères de performance choisis et quelque exemples de prévisions obtenus
grâce aux modèles développés est faite. Enfin, l’outil le plus adapté à la prévision du GHI au regard
des exigences de notre application est choisi.

Le troisième chapitre a pour objectif d’identifier l’entrée adéquate pour les modèles fondés sur la
régression non paramétrique par processus gaussien pour la prévision localisée du GHI. En effet, un
choix naturel est de prendre un historique d’observations du GHI, ce qui permet de mettre en évidence
les corrélations. On y verra qu’il est également possible de prendre le temps comme entrée afin de
tirer profit des connaissances a priori sur la dynamique du GHI pour développer un modèle approprié.
Une étude comparative de ces différents modèles GPR utilisant le temps en entrée et utilisant les
observations est menée. Ensuite, une fonction de covariance – la fonction de covariance, également
appelée noyau est l’élément clé des modèles GPR – adaptée à la prévision localisée du GHI est
identifiée.

Le quatrième chapitre traite de la prévision spatio-temporelle du GHI par régression non para-
métrique par processus gaussien. Ce chapitre est un premier pas vers la prévision spatio-temporelle
du GHI. Il cherche à identifier un noyau spatial à associer au noyau temporel identifié au Chapitre 3
afin de développer des modèles GPR de prévision spatio-temporelle du GHI. Pour ce faire, une étude
comparative de plusieurs noyaux spatiaux considérés est menée.

Les différents travaux menés au cours de cette thèse ont donné lieu aux publications et communi-
cations suivantes.

1. Publications dans des revues internationales à comité de lecture :
— Shab Gbémou, Julien Eynard, Stéphane Thil, Emmanuel Guillot, Stéphane Grieu. A

comparative study of machine learning-based methods for global horizontal irradiance
forecasting. Dans : Energies, vol. 14, no 11, 2021.

— Shab Gbémou, Stéphane Thil, Julien Eynard, Stéphane Grieu. Time or historical observa-
tions as model input for global horizontal irradiance forecasting using Gaussian process
regression? En cours de rédaction.

2. Communications dans des conférences internationales :
— Shab Gbémou, Hanany Tolba, Stéphane Thil, Stéphane Grieu. Global horizontal irradiance

forecasting using online sparse Gaussian process regression based on quasiperiodic
kernels. Dans : International Conference on Environment and Electrical Engineering
EEEIC 2019.

— Shab Gbémou, Hanany Tolba, Julien Nou, Julien Eynard, Stéphane Thil, Stéphane Grieu.
Clustering and intraday forecasting of global horizontal irradiance using machine learning
methods. Dans : International Conference on Efficiency, Cost, Optimization, Simulation
and Environmental Impact of Energy Systems ECOS 2020.
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Chapitre 1

Contexte et enjeux

Ce premier chapitre présente la démarche scientifique suivie au cours de cette thèse et les fon-
dements des travaux traitant du développement d’algorithmes de prévision de l’éclairement global
horizontal. Prévoir le GHI a pour finalité de prévoir la production photovoltaïque et, dans le cadre
du projet « Smart Occitania », porté par ENEDIS, le développement d’algorithmes pour la gestion
intelligente du réseau électrique de distribution en région Occitanie. Cette meilleure gestion permettra,
d’une part, de limiter les contraintes, principalement en tension, qui apparaissent sur le réseau basse
tension du fait de la pénétration de la production décentralisée, en particulier le solaire photovol-
taïque, et, d’autre part, de favoriser la pénétration de cette production, participant ainsi aux efforts de
décarbonation énergétique.

Ce chapitre s’articule en quatre parties : la Section 1.1 présente les motivations derrière l’essor
rapide des énergies renouvelables et les défis posés par leur pénétration dans les réseaux électriques de
distribution. Cette section montre aussi la nécessité de développer des stratégies de gestion intelligente
pour relever ces défis et présente le projet « Smart Occitania », ses objectifs et les résultats obtenus.
La Section 1.2 présente les différentes composantes de l’éclairement solaire et les jeux de données
GHI utilisés dans cette thèse. Un état de l’art des techniques de prévision du GHI est proposé dans
la Section 1.3. La Section 1.4 décrit les critères de performance utilisés pour évaluer les modèles de
prévision développés dans cette thèse.

1.1 Vers une gestion intelligente des réseaux électriques de
distribution

Une conséquence directe de la croissance démographique et du développement économique est la
hausse continuelle de la demande en énergie. Cette dernière est, depuis des décennies, satisfaite par
l’utilisation des combustibles fossiles responsables de fortes émissions de gaz à effet de serre. À l’heure
de la transition énergétique partout dans le monde, il faut répondre à la consommation énergétique,
entre autres, par une production d’énergie bas-carbone. Face à la raréfaction des ressources énergétiques
non renouvelables et aux enjeux climatiques, le recours aux énergies renouvelables s’impose comme
une évidence dans la lutte contre le réchauffement climatique et la protection de l’environnement.

Le réseau électrique, depuis fort longtemps basé sur un fonctionnement unidirectionnel, a pour rôle
d’acheminer l’électricité depuis les grands centres de production (centrales nucléaires ou thermiques)
vers les sites de consommation et d’assurer à tout moment l’équilibre entre production et consommation.
De nos jours, les réseaux électriques sont confrontés à une évolution des usages de l’énergie électrique
et au développement de la production d’électricité à partir des énergies renouvelables, de nature
intermittente. Pour s’adapter à cette évolution, les réseaux électriques doivent se doter de nouvelles
technologies garantissant une fourniture d’électricité efficace et sécurisée.

Dans la suite, nous exposerons les raisons qui poussent à avoir recours aux énergies renouvelables
et les défis liés à leur pénétration dans les réseaux électriques de distribution. Par ailleurs, nous nous
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attarderons sur le solaire photovoltaïque et sur la nécessité de développer des outils de prévision de la
ressource solaire, qui est la pierre angulaire de nos travaux.

1.1.1 Enjeux climatiques

De nos jours, il est indéniable que les activités anthropiques constituent la principale cause du
réchauffement climatique observé un peu partout dans le monde [9, 10]. La plupart des grands orga-
nismes scientifiques, de la NASA (National Aeronautics and Space Administration) à l’Organisation
météorologique mondiale, partagent ce point de vue. Le réchauffement climatique est un phénomène
généralisé à tous les continents. On observe déjà partout dans le monde les effets désastreux du
réchauffement climatique tels que des conditions météorologiques extrêmes, l’extinction de certaines
espèces, l’accélération de la fonte des glaces et l’augmentation du niveau des eaux.

Face à ce contexte environnemental, le Groupe d’experts intergouvernemental sur l’évolution
du climat (GIEC) a été créé en 1988 dans le but de fournir des évaluations détaillées de l’état des
connaissances scientifiques, techniques et socioéconomiques en lien avec le réchauffement climatique,
ses causes et ses répercussions potentielles. Il identifie également les stratégies d’atténuation du
réchauffement climatique et les possibilités d’adaptation aux changements attendus. Dans son rapport
de 2014, il confirme que le climat se réchauffe et alerte sur les incidences d’évènements climatiques
extrêmes survenus récemment [11]. En France, plusieurs équipes de recherche travaillent sur ces sujets,
impliquant des centaines de scientifiques, certains d’entre eux contribuant à l’élaboration des rapports
du GIEC.

Ce réchauffement climatique est essentiellement dû à la concentration des GES dans l’atmosphère.
Selon le GIEC, les émissions anthropiques de GES ont fortement augmenté entre 1970 et 2010 avec
une hausse importante vers la fin de cette période. Malgré le nombre croissant de politiques mises en
œuvre pour l’atténuation du réchauffement climatique, les émissions anthropiques totales de GES ont
été les plus importantes de toute l’histoire de l’humanité entre 2000 et 2010. Le dioxyde de carbone
(CO2) représente à lui seul près de 70 % des émissions de GES. Sa concentration a augmenté de 40 %
par rapport à son niveau de l’ère préindustrielle [12]. Les émissions de CO2 imputables à l’usage des
combustibles fossiles ont contribué à hauteur de 78 % aux émissions mondiales de GES entre 1970 et
2010 [11]. La production d’énergie en hausse d’année en année, en réponse à des besoins énergétiques
croissants, est toujours largement tributaire des combustibles fossiles.

1.1.2 Évolution de la consommation énergétique mondiale

Au vu de ce qui précède, il est évident que le réchauffement climatique et le secteur énergétique
sont étroitement liés. Depuis la révolution industrielle, les progrès scientifiques et technologiques
ont entrainé une nette amélioration des conditions de vie dans le monde, mais aussi une hausse
de la consommation d’énergie. En effet, la demande énergétique mondiale a progressé de 109 %
de 1973 à 2018 [13]. Dans son rapport de 2019 sur la consommation d’énergie dans le monde
[14], l’Administration américaine d’information sur l’énergie (EIA, pour U.S. Energy Information
Administration) prévoit une augmentation de la consommation énergétique mondiale de 50 % entre
2018 et 2050. Cette progression de la demande énergétique mondiale est imputable à la croissance
démographique et économique. En effet, la majeure partie de cette croissance provient des pays en voie
de développement où l’on remarque une forte croissance économique, notamment les pays d’Afrique
et d’Asie. Les pays développés continuent de consommer une énorme quantité d’énergie, tandis que la
demande énergétique augmente rapidement dans les pays en voie de développement. Par exemple, la
Chine est le premier consommateur d’électricité dans le monde. Par ailleurs, l’EIA estime dans son
rapport publié en 2019 [14] une hausse de la production d’électricité de 79 % entre 2018 et 2050 pour
couvrir les besoins en électricité qui subiront également une forte croissance avec l’augmentation de la
population et les progrès dans tous les secteurs à travers le monde.

Les estimations annoncent une consommation d’énergie croissante partout dans le monde. Face à
l’épuisement des ressources énergétiques fossiles et aux préoccupations environnementales actuelles, il
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faudra se tourner vers d’autres ressources plus respectueuses de l’environnement. Ainsi, pour répondre
à cette croissance rapide de la demande énergétique, les énergies renouvelables, y compris l’énergie
solaire, connaitront un essor considérable d’ici à 2050. En effet, l’EIA prévoit que la consommation
d’énergie renouvelable augmentera de 3,1 % par an sur cette période de temps, contre une croissance
annuelle de 0,6 % pour le pétrole, de 0,4 % pour le charbon et de 1,1 % pour le gaz naturel [14].

1.1.3 Épuisement des combustibles fossiles

Les combustibles fossiles, malgré leur forte contribution au réchauffement climatique de la planète,
sont toujours très utilisés dans le monde pour la production d’énergie. En effet, ils couvrent aujourd’hui
plus de 80 % des besoins énergétiques mondiaux. Les combustibles fossiles sont issus de roches
formées par fossilisation d’espèces organiques mortes depuis plusieurs millions d’années. Ils sont donc
non renouvelables dans la mesure où ils ne peuvent pas être reconstitués à l’échelle du temps humain.
Malgré l’utilisation des énergies renouvelables, de nombreux secteurs restent toujours dépendants
des combustibles fossiles, comme le secteur des transports dont l’énergie est issue à plus de 90 % du
pétrole. En 2017, les combustibles fossiles ont contribué à hauteur de 41 % à la production nette totale
d’énergie en Europe [15]. Cependant, la disponibilité des réserves devient une importante source de
préoccupation. Au rythme actuel de consommation, le pétrole sera le premier combustible fossile dont il
deviendra impératif de se passer [16]. En 2016, le pétrole a fourni près de 33 % de l’approvisionnement
total en énergie primaire dans le monde. Selon les estimations, il resterait encore trente ans de réserves
prouvées de pétrole [17, 18]. Pour le gaz naturel, il y aurait encore une cinquantaine d’années de
réserves [17, 18]. Le charbon pourrait, quant à lui, être encore exploité pendant deux siècles [17,
18]. En additionnant l’ensemble des réserves prouvées (et non extraites aujourd’hui), on pense qu’il
reste un peu plus de deux cents ans de consommation. Par conséquent, la communauté scientifique
est unanime sur l’épuisement des combustibles fossiles [12, 19, 20]. Toutefois, il se pourrait que ces
combustibles soient disponibles un peu plus longtemps que prévu, car les estimations se basent sur les
réserves prouvées, c’est-à-dire celles que l’on est sûr de pouvoir exploiter. Cependant, ces données sont
à relativiser, car elles ne prennent pas en compte la croissance de la consommation alors qu’il est clair
qu’elle va considérablement augmenter. La croissance de la consommation implique depuis le début
de l’ère industrielle une demande en énergie amplifiée par la croissance démographique et économique
dans le monde. Or, on estime qu’en 2030 les combustibles fossiles devraient encore représenter près de
80 % du mix énergétique. Les enjeux actuels seront amplifiés à cette date. Il est clair que les ressources
énergétiques fossiles existantes, en quantité limitée, ne pourront pas répondre aux besoins croissants
de la population mondiale. Toutefois, elles sont en quantité suffisante pour que leur combustion soit à
l’origine d’un réchauffement climatique dangereux pour la planète.

La France est le 7e plus important pays consommateur d’énergie dans le monde. Le pétrole, le
charbon et le gaz naturel sont encore utilisés en France, mais très peu dans la production d’électricité.
L’usage du pétrole est nettement dominant dans les transports et la production de chaleur, pour les
particuliers comme pour les industries. Les centrales thermiques basées sur la combustion du charbon,
du fioul et du gaz jouent encore un rôle essentiel, car elles fournissent le complément d’électricité
capable de faire face aux pics de consommation imprévus et de plus en plus fréquents, comme lors des
vagues de froid.

Depuis quelques années, les coûts d’extraction des combustibles fossiles connaissent une tendance
haussière. Ainsi, face au déclin des gisements de combustibles fossiles et à l’augmentation de leurs
coûts d’extraction, il s’avère important de se tourner vers d’autres ressources énergétiques non limitées.
Dans un contexte de demande énergétique en excès, les énergies renouvelables constituent une
alternative viable pour la production d’énergie propre et durable.

1.1.4 Essor des énergies renouvelables

Face à l’épuisement des ressources énergétiques fossiles, au réchauffement climatique et à la
dégradation de l’environnement, les sociétés humaines cherchent de plus en plus à modifier leurs
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modes de production et de consommation de façon à être plus écologiques. Les énergies renouvelables,
également désignées par les termes « énergies vertes » ou « énergies propres », deviennent un élément
majeur des stratégies des gouvernements à travers le monde en matière de transition énergétique et
de développement durable grâce à leur faible impact environnemental et à leur statut de ressources
illimitées à l’échelle du temps humain. Il existe plusieurs types d’énergies renouvelables telles que :
l’énergie solaire, l’énergie éolienne, l’énergie hydraulique, la biomasse et la géothermie. Leur exploita-
tion génère peu de polluants, comparativement aux énergies fossiles, ce qui fait de ces énergies un
élément clé dans la lutte contre le réchauffement climatique.

La part des énergies renouvelables dans la consommation finale d’énergie mondiale était de 17,9 %
en 2018, pour une part dans la production d’électricité de 26,4 % [21]. En 2020, selon l’Agence
Internationale de l’Énergie, 90 % de la puissance électrique nouvellement installée revient aux énergies
renouvelables, en particulier l’éolien, le solaire et l’hydraulique [22]. Elle prévoit une forte croissance
de la part des énergies renouvelables dans le mix énergétique mondial au cours des années à venir.

L’utilisation à grande échelle des énergies renouvelables contribue non seulement à l’atténuation
des problèmes environnementaux, mais aussi à la diminution des effets de la pollution de l’air et du
réchauffement climatique sur la santé. L’atténuation des dommages sanitaires peut, dans certains cas,
plus que compenser les coûts d’une politique climatique. Par exemple, une étude menée aux États-Unis
a montré que les avantages économiques liés à l’utilisation des énergies renouvelables pour la santé
sont d’environ 60 % plus élevées que les subventions à l’énergie éolienne [23].

1.1.5 Engagement de la France dans la lutte contre le réchauffement climatique

Le réchauffement climatique trouve sa cause dans la production de GES dont environ 70 % résulte
de la consommation d’énergie fossile. Pour limiter son impact sur nos sociétés, les pays du monde
se sont engagés par l’Accord de Paris [1] à réduire considérablement leurs émissions de GES. En
cohérence avec ses engagements internationaux et européens, la France mène une politique nationale
de lutte contre le réchauffement climatique. Ainsi, le gouvernement français a adopté la loi Énergie-
Climat publiée au Journal Officiel du 9 novembre 2019 face à l’urgence écologique et climatique.
Elle renforce, actualise et complète les objectifs de la loi relative à la transition énergétique pour la
croissance verte de 2015. Les objectifs visés par la loi Énergie-Climat sont :

— une réduction d’au moins 40 % des émissions de GES en 2030 par rapport au niveau de 1990 ;

— une division des émissions par au moins 6 d’ici 2050 par rapport au niveau de 1990 ;

— la fermeture des dernières centrales à charbon en 2022 ;

— une réduction d’environ 50 % de la consommation énergétique finale en 2050 par rapport au
niveau de 2012, avec comme objectif intermédiaire une baisse de 20 % en 2030 ;

— une réduction d’au moins 40 % de la consommation énergétique primaire fossile en 2030 par
rapport à 2012 ;

— une part des énergies renouvelables dans le mix énergétique d’au moins 33 % en 2030.

Ces objectifs trouvent leurs déclinaisons dans plusieurs outils de planification nationale, définis
dans ce cadre législatif. Les deux principaux portant sur l’énergie et le climat sont la stratégie nationale
bas-carbone (SNBC) et la programmation pluriannuelle de l’énergie (PPE). La SNBC définit les grandes
lignes des politiques transversales et sectorielles permettant d’atteindre les objectifs de réduction des
émissions de GES à moyen et long termes. La PPE est un outil de pilotage qui dessine le chemin à
suivre au cours de la décennie à venir afin d’atteindre la neutralité carbone à l’horizon 2050. Elle fixe
les actions prioritaires des pouvoirs publics dans le domaine de l’énergie afin d’atteindre les objectifs
de la loi Énergie-Climat en cohérence avec la SNBC. Elle contient plusieurs volets relatifs, entre autres,
à la sécurité de l’approvisionnement, à l’amélioration de l’efficacité énergétique, à la popularisation de
l’exploitation des énergies renouvelables et au développement des réseaux électriques intelligents.
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1.1.6 Le solaire photovoltaïque

Parmi les énergies renouvelables utilisées pour la production d’énergie, on remarque un attrait
particulier pour l’énergie solaire. On distingue deux grandes technologies exploitant l’énergie solaire à
des fins de production de l’électricité : le solaire photovoltaïque et le solaire thermodynamique (solaire
à concentration). Le solaire PV est, de loin, le plus répandu. Son développement rapide s’explique
par les subventions des états et par son potentiel de déploiement à grande échelle : avec une surface
photovoltaïque de 100 000 km2 (soit la superficie de l’Islande), la totalité des besoins mondiaux en
électricité seraient couverts [24].

1.1.6.1 Évolution de la production photovoltaïque à l’échelle mondiale

L’énergie solaire devient de plus en plus utilisée dans le monde pour produire de l’électricité ou
pour chauffer et dessaler l’eau. Les systèmes photovoltaïques, également appelés cellules solaires, sont
des dispositifs électroniques qui convertissent directement la lumière du Soleil en électricité. La cellule
solaire a été inventée en 1954 dans les laboratoires Bell aux États-Unis. Les panneaux solaires ont une
durée de vie d’environ trente ans et se déclinent en différentes teintes selon le type de matériau utilisé
pour leur fabrication. Aujourd’hui, le solaire PV est l’une des technologies à énergie renouvelable qui
connaît la croissance la plus rapide et joue un rôle majeur dans la transition énergétique mondiale.

Les installations solaires photovoltaïques peuvent être combinées pour fournir de l’électricité à
des fins commerciales, ou disposées en plus petites configurations pour les mini-réseaux ou l’usage
personnel. L’utilisation de l’énergie solaire photovoltaïque pour alimenter des mini-réseaux est un
excellent moyen d’offrir l’accès à l’électricité aux personnes qui ne vivent pas à proximité des réseaux
électriques de distribution, en particulier dans les pays en voie développement disposant d’excellentes
ressources en énergie solaire.

Les gestionnaires des réseaux électriques de distribution prévoient une forte augmentation de la
pénétration de la production décentralisée, en particulier le solaire PV, dans les réseaux. En effet, la
puissance PV installée dans le monde est passée de 40 GW en 2010 à 707 GW en 2020 (Figure 1.1) et
les estimations annoncent une forte croissance dans les années à venir [25].
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FIGURE 1.1 – Évolution de la puissance photovoltaïque installée dans le monde entre 2010 et 2020
[25].

En 2020, la puissance PV installée en France s’élevait à près de 10 GW et une carte de localisation
géographique (Figure 1.2) nous montre que la production PV se développe rapidement dans le sud de
la France qui est une zone à fort potentiel [26]. En effet, les régions Nouvelle-Aquitaine et Occitanie
constituent les plus importants pôles de production PV.
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FIGURE 1.2 – Puissance photovoltaïque installée en France par région au 31/12/2020 [26].

1.1.6.2 Pénétration de la production PV dans les réseaux électriques de distribution

Les gestionnaires des réseaux électriques de distribution ont l’obligation contractuelle de fournir
en permanence l’électricité à leurs clients tout en respectant un certain nombre de contraintes [27].

— Contrainte d’intensité : l’intensité du courant est réglementée par des normes. Les câbles élec-
triques ont une intensité de courant maximale prédéfinie qui varie en fonction de la température
et selon qu’il s’agit d’une installation souterraine ou aérienne.

— Contrainte en tension : la tension fluctue en fonction des utilisateurs qui sont raccordés au réseau
et de sa configuration. Cependant, de légères fluctuations par rapport à la valeur nominale sont
autorisées. Le projet « Smart Occitania » – les travaux présentés dans ce manuscrit s’inscrivent
dans le projet – a notamment pour objectif le développement d’algorithmes permettant de lever
ce type de contrainte.

— Contrainte de gradient : le gradient de chute de tension est la chute de tension supplémentaire
générée en un point du réseau si 1 kW monophasé est rajouté en ce même point. Afin de garantir
une qualité de tension correcte chez les consommateurs, le gradient doit être inférieur à une
valeur donnée.

La décarbonation du système électrique repose sur une utilisation massive des énergies renou-
velables telles que l’énergie éolienne et l’énergie solaire photovoltaïque. Cette transition vers un
système comportant une part croissante d’électricité renouvelable intermittente soulève de nouveaux
enjeux. Alors que la France s’oriente vers un mix électrique avec une part renouvelable d’environ
40 % en 2030, la pénétration des énergies renouvelables, en particulier le solaire PV, devient une
préoccupation majeure. De nos jours, avec le déploiement du solaire PV, les consommateurs raccordés
au réseau électrique de distribution deviennent aussi producteurs et injectent de manière irrégulière
[28] une puissance dans le réseau. Quels sont les impacts de cette production décentralisée sur le
réseau électrique de distribution, conçu à l’origine pour assurer un transit radial et unidirectionnel
des flux de puissance des centres de production vers les consommateurs ? Cette question a fait l’objet
de plusieurs études dans la littérature [29, 30, 31, 32, 33, 34, 5, 35].

— Impact sur le transit de puissance : l’injection d’une production décentralisée dans le réseau élec-
trique de distribution produit un apport de puissance au point d’injection qui peut engendrer des
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problèmes de congestion locale et une inversion des flux de puissance du réseau de distribution
vers celui de transport. Ainsi, les appareils de protection utilisés dans les réseaux doivent être
bidirectionnels.

— Impact sur la qualité de tension : l’utilisation des câbles électriques pour transporter l’électricité
est responsable d’une chute de tension. Au fur et à mesure que l’on s’éloigne du poste source, la
tension diminue. Cependant, le gestionnaire doit être capable de maintenir la tension dans les
plages définies. L’injection d’une production décentralisée peut donc engendrer un dépassement
de la contrainte en tension autorisée. Ceci va modifier le plan de tension au point de raccordement
et peut aussi affecter la qualité de l’onde de tension.

— Impact sur les courants de court-circuit : l’injection d’une production décentralisée affecte les
courants de court-circuit ainsi que la puissance de court-circuit en modifiant l’impédance globale
du réseau. Des conséquences sur le plan de protection s’ensuivent. En effet, le dimensionnement
des seuils de protection est modifié. Cela entraîne une mauvaise sélectivité des protections.

— Impact sur la stabilité du système : en France, les producteurs étant quasi-exclusivement de
type photovoltaïque, la puissance injectée sur un départ basse tension est synchrone. L’injection
d’une production décentralisée de type synchrone change le temps critique d’élimination d’un
défaut.

— Impact sur l’observabilité et la contrôlabilité du système : le réseau de distribution, pensé à l’ori-
gine comme un élément passif, devient actif avec la pénétration d’une production décentralisée
intermittente. Il faudra surveiller l’état du réseau électrique à tout moment afin d’anticiper les
incidents et faciliter la prise de décision pour optimiser le réseau.

— Impact sur la continuité de service : l’intermittence de la production décentralisée peut également
conduire à une indisponibilité en cas de sollicitation et ainsi occasionner une coupure dans la
fourniture d’électricité par manque de puissance disponible.

Ce foisonnement de producteurs décentralisés fait émerger de nouveaux défis pour les gestionnaires
des réseaux électriques de distribution. Ainsi, afin de permettre à ces derniers d’assurer et de garantir
une très bonne qualité de service, une mutation du réseau est nécessaire.

1.1.7 Mutation du réseau électrique de distribution

La pénétration des énergies renouvelables dans le réseau électrique représente un défi majeur pour
leur développement, particulièrement pour le réseau électrique de distribution français auquel est
raccordée aujourd’hui plus de 95 % de la puissance photovoltaïque produite en France. En réponse à
ces nouvelles problématiques, une mutation du réseau électrique de distribution et de son mode de
gestion est aujourd’hui nécessaire. Cette mutation doit contribuer à augmenter la capacité d’accueil du
réseau, sans renforcement des infrastructures, et à limiter les contraintes en tension qui commencent à
apparaître sur le réseau électrique de distribution basse tension du fait du déploiement d’une production
décentralisée. En effet, le réseau électrique de distribution basse tension fait aujourd’hui face à des
contraintes que l’on observait principalement sur le réseau HTA (Haute tension A), du fait de la
multiplication des demandes de raccordement des producteurs PV de petite puissance en basse tension,
ainsi que des nouveaux usages de l’énergie électrique. De ce fait, on assiste au développement de
réseaux électriques intelligents qui associent à l’infrastructure du système électrique les technologies
de l’information et de la communication afin d’ajuster en temps réel les flux entre producteurs et
consommateurs. Entre autres technologies de l’information et de la communication, les réseaux
électriques intelligents s’appuient sur :

— les outils de prévision et de modélisation permettant le développement de stratégies de gestion
prévisionnelle ;

— les technologies de stockage pour lisser les productions renouvelables intermittentes et gérer
efficacement les pics de consommation ;
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— des compteurs communicants pouvant recevoir et envoyer des données et des ordres sans
l’intervention physique d’un technicien et permettant de proposer de nouvelles offres tarifaires.

Les réseaux intelligents doivent permettre d’atteindre les objectifs fixés en matière de transition
énergétique et doivent répondre à plusieurs enjeux.

— Flexibilité : ils permettent de gérer plus finement l’équilibre entre production et consommation.

— Fiabilité : ils améliorent l’efficacité énergétique et la sécurité de l’approvisionnement en énergie
électrique.

— Accessibilité : ils favorisent la pénétration des énergies renouvelables sur l’ensemble du réseau.

— Économie : ils permettent, grâce à une meilleure gestion du système, une diminution des coûts
de production et de consommation et, ainsi, de faire des économies d’énergie.

Le gestionnaire du réseau électrique de distribution français ENEDIS fait le pari du développement
d’outils logiciels afin de lever les contraintes en tension qui pèsent sur le réseau électrique de distribution
par le biais de plusieurs projets de démonstrateurs de réseaux électriques intelligents pour la mise en
œuvre de stratégies de gestion prévisionnelle (Figure 1.3). Ces outils doivent permettre à ENEDIS,
d’une part, d’augmenter la capacité d’accueil du réseau électrique de distribution sans construction
de nouvelles infrastructures et, d’autre part, d’assurer le maintien de l’équilibre entre production et
consommation.

1.1.8 Intérêt de la prévision

La prévision de la ressource solaire a plusieurs applications. Les prévisions à des horizons de
temps allant de quelques minutes à plusieurs jours sont utilisées pour le contrôle-commande des
centrales solaires, l’optimisation des transactions sur les marchés de l’énergie et la gestion des réseaux
électriques.

La prévision de l’éclairement normal direct (ou DNI, pour direct normal irradiance) aide les
gestionnaires des centrales solaires à concentration dans l’optimisation du contrôle-commande de
la centrale [36]. En effet, la prévision du DNI permet l’optimisation des séquences de démarrage et
d’arrêt de la turbine, permettant de faire face à des conditions de ressource solaire variables. Elle
permet également une régulation en temps réel du débit du fluide caloporteur afin d’optimiser les
performances de la centrale.

La prévision de l’éclairement global horizontal à des fins de prévision de la production PV permet
aux gestionnaires de centrales solaires photovoltaïques équipées de systèmes de stockage de lisser
la production électrique en gérant efficacement les systèmes de stockage. Elle leur permet aussi de
délivrer une puissance moins incertaine et ainsi d’éviter les pénalités éventuelles liées aux écarts entre
la production réelle et prévue. La prévision permet également aux gestionnaires de centrales solaires
PV de garantir une continuité de service, en particulier dans les zones non interconnectées [37].

La variabilité de la production électrique des centrales solaires photovoltaïques a pour conséquence
une volatilité croissante des prix infra-journaliers de l’énergie. La bourse européenne de l’électricité
EPEX SPOT SE est une bourse de l’électricité au comptant pour plusieurs pays européens, dont la
France. Elle gère également, pour ces pays, les marchés infra-journaliers. Ces marchés, organisés sur
le principe de la négociation continue, sont aujourd’hui en plein essor et contribuent à la régulation du
réseau électrique de distribution. En effet, ils garantissent aux producteurs d’électricité de ne vendre
leur production que lorsque cela est nécessaire. Les contrats pour des volumes horaires d’énergie
électrique – ces volumes sont en forte augmentation – peuvent être négociés, en France, jusqu’à 30
minutes avant livraison, voire jusqu’à 15 minutes en Allemagne, en Belgique et aux Pays-Bas. Les
transactions transfrontalières peuvent être complétées jusqu’à 60 minutes avant livraison. Ainsi, les
solutions de prévision pourraient contribuer aux activités de marché et autoriser, pour un producteur
d’électricité, un surplus de rémunération.

Le complément de rémunération est un mécanisme de soutien qui rend obligatoire, pour les
producteurs, la vente de l’électricité produite sur les marchés de l’énergie. Il s’agit d’une prime versée à
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ces producteurs qui complète les revenus que génère la vente de l’électricité. Sur ces marchés, les ordres
de vente sont établis à l’aide de prévisions de production. Si le volume d’électricité réellement produit
diffère du volume vendu, le producteur reçoit des pénalités financières afin que soient régularisés
les écarts. Pour un producteur, ces pénalités peuvent se chiffrer à plusieurs milliers d’euros par an et
par centrale. Par conséquent, les solutions de prévision permettent, grâce à la qualité des prévisions
infra-horaires et infra-journalières de la production électrique qu’elles fournissent, de limiter les
pénalités financières reçues par les producteurs concernés.

Une autre mécanisme pouvant avantageusement tirer profit, dans sa mise en œuvre, de prévisions
infra-horaires et infra-journalières est l’ajustement à la baisse. Ainsi, un producteur pourrait ajuster
à la baisse la production de ses centrales (voire, grâce à ces prévisions, décider de leur arrêt) et,
ainsi, contribuer au nécessaire équilibre du système électrique. Les producteurs proposant ce type de
flexibilité sont rémunérés.

La gestion du réseau électrique s’effectue en temps réel. Le gestionnaire du réseau doit en perma-
nence assurer l’équilibre entre offre et demande. Cependant, l’augmentation de la part des énergies
renouvelables intermittentes dans le mix électrique, en particulier le solaire PV, devient préoccupante
pour les gestionnaires. Ainsi, afin d’assurer la stabilité du réseau électrique et une disponibilité optimale
de l’énergie électrique, tout changement brusque de la production électrique doit être anticipé le plus
longtemps à l’avance et le plus précisément possible. Il est donc nécessaire au gestionnaire du réseau
d’avoir des prévisions fiables de la production électrique à tout instant. Les prévisions sont notamment
très utiles pour les gestionnaires des réseaux électriques insulaires où l’absence d’interconnexion avec
des réseaux voisins nécessite un pilotage intelligent des réserves et des différentes sources de produc-
tion. Ainsi, la prévision s’impose comme un outil très important dans la mise en œuvre des stratégies
de gestion des réseaux électriques. Elle gagne encore plus en importance dans la transformation des
réseaux électriques actuels vers des réseaux électriques intelligents, dont l’objectif est d’ajuster en
temps réel les flux entre producteurs et consommateurs.

1.1.9 Le projet « Smart Occitania »

1.1.9.1 Présentation du projet

Le gestionnaire du réseau électrique de distribution français ENEDIS fonde son activité de R&D
sur plusieurs projets de démonstrateurs de réseaux électriques intelligents pour, notamment, la mise
en œuvre de stratégies de gestion prévisionnelle. Début 2021, le site d’ENEDIS répertorie, en France
métropolitaine, dix projets terminés et dix projets en cours. La Figure 1.3 précise la localisation de ces
démonstrateurs.

FIGURE 1.3 – Carte des projets de démonstrateurs de réseaux électriques intelligents portés par
ENEDIS. Le projet ADEME « Smart Occitania » (2017-2021), auquel a participé PROMES-CNRS,
est le projet 7 [38].
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Les travaux présentés dans ce manuscrit – une bourse de thèse octroyée par la Région Occitanie en
a permis la réalisation – sont connexes au projet « Smart Occitania » (repéré par le chiffre 7 sur la figure
susmentionnée), visant à apporter la preuve de concept d’un réseau électrique intelligent en milieu
périurbain/rural. Le projet, porté par ENEDIS et financé par l’Agence de la Transition Écologique
(anciennement Agence De l’Environnement et de la Maîtrise de l’Energie ou ADEME), a impliqué des
laboratoires de recherche et des industriels, parmi lesquels l’Institut de Recherche en Informatique de
Toulouse (IRIT), PROMES-CNRS (UPR 8521), ACTIA Télécom et le groupe CAHORS. Le projet a
débuté en mars 2017 et s’est terminé en mai 2021, pour un budget d’environ 8 millions d’euros. La
contribution principale du laboratoire PROMES-CNRS est le développement d’algorithmes fondés sur
la théorie de la commande prédictive (ou MPC, pour Model-based Predictive Control), tirant profit de
« flexibilités », pour la gestion prévisionnelle de réseaux électriques de distribution basse tension faisant
face (ou qui auront à faire face dans les années à venir) à une importante production décentralisée
(thèse de Nouha Dkhili, soutenue le 9 décembre 2020 à Perpignan) [6]. Ce développement répond à un
besoin exprimé par ENEDIS : disposer de solutions logicielles à coût calculatoire maîtrisé favorisant la
pénétration au sein des réseaux électriques de distribution basse tension d’une production décentralisée
(en particulier une production solaire photovoltaïque) diffuse et intermittente, limitant les problèmes
opérationnels que rencontrent les opérateurs de ces réseaux et garantissant une qualité de service
suffisante.

1.1.9.2 Cas d’étude

Un cas d’étude (Figure 1.4) – un quartier résidentiel périurbain d’environ 120 habitations (pour
onze producteurs solaires photovoltaïques) situé à Villeneuve-de-la-Raho, près de Perpignan, et deux
flexibilités (un méthaniseur et un château d’eau) – a permis la validation des algorithmes développés.
Le contrôleur opère au niveau du transformateur HTA/BT et tire profit d’un méthaniseur qui injecte
une production électrique dans le réseau et d’un château d’eau (une station de pompage) dont les
pompes consomment de l’énergie électrique pour alimenter un réservoir et répondre à la demande
locale en eau. La prise de décision est fondée sur la connaissance du comportement du système et
sur des prévisions. Le pas de temps est de 10min. Dans la mesure où les flexibilités considérées ne
sont pas physiquement connectées au réseau – aucun réseau électrique de distribution basse tension en
région Occitanie ne fait face à un important déploiement d’installations solaires photovoltaïques et
ne dispose par ailleurs des flexibilités en question –, le cas d’étude a été simulé. Deux configurations
distinctes ont été considérées : l’une permettant d’évaluer la capacité de la stratégie proposée à réduire
l’écart entre production et consommation (120 habitations et 50 installations solaires photovoltaïques
d’une puissance unitaire de 4kWc), l’autre provoquant d’importants dépassements de tension (600
habitations et 200 installations solaires photovoltaïques d’une puissance unitaire de 4kWc).

FIGURE 1.4 – Le cas d’étude : un réseau électrique de distribution basse tension (Villeneuve-de-la-
Raho, près de Perpignan), un méthaniseur et un château d’eau (une station de pompage).

L’instrumentation du quartier – un réseau de pyranomètres pour la mesure distribuée de l’éclai-
rement global horizontal et une caméra à grand angle de champ générant des images du ciel à haute
dynamique – est succinctement présentée à la Sous-sous-section 1.2.6.3 et détaillée au Chapitre 4.
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1.1.9.3 Stratégie proposée par PROMES-CNRS

La stratégie proposée est telle qu’à chaque pas de temps, le modèle du réseau électrique de
distribution basse tension est alimenté par des données provenant à la fois du module de prévision et
des instruments de mesure. Grâce à ce modèle sont évaluées les contraintes en tension ; ces informations
sont transmises à l’algorithme d’optimisation qui tente de trouver une solution : les valeurs de consigne
des deux flexibilités. Une fois le problème d’optimisation résolu, la première valeur de consigne
est implémentée au prochain pas de temps. Le processus se répète à chaque pas de temps [39].
La commande prédictive repose, d’une part, sur l’utilisation d’un modèle dynamique du système à
contrôler permettant de simuler son comportement futur et, d’autre part, sur la résolution, sur une
fenêtre glissante, d’un problème d’optimisation contraint. La force d’une telle stratégie réside dans sa
capacité à prendre en considération, en temps réel, les prévisions infra-journalières des perturbations
affectant la stabilité du réseau électrique de distribution basse tension considéré, pour une meilleure
anticipation des contraintes émergentes. Trois grandeurs stochastiques ont été prédites pour la mise
en œuvre de la stratégie proposée : (1) la charge du réseau électrique de distribution basse tension
considéré, (2) la production électrique des installations solaires photovoltaïques – les prévisions de
la production électrique sont obtenues à partir de prévisions de l’éclairement global horizontal (la
prévision du GHI fait l’objet des travaux de thèse présentés dans ce manuscrit) – et (3) la demande en
eau. Des algorithmes pour la prévision infra-journalière (jusqu’à 24h) de ces grandeurs ont donc été
développés par PROMES-CNRS. La charge du réseau est la demande en énergie électrique agrégée à
l’échelle du quartier résidentiel périurbain considéré. Les données de production électrique sont elles
aussi agrégées. Enfin, la demande en eau correspond au débit d’eau sortant du réservoir du château
d’eau ; ce dernier influe sur le niveau d’eau stockée et, de fait, sur le fonctionnement de l’installation
[40].

Le choix d’une méthode de prévision étant conditionné par les exigences de l’application considé-
rée, il était important de garder à l’esprit les objectifs du projet « Smart Occitania », tels que décidés
par ENEDIS, à savoir développer des algorithmes pour la mise en œuvre d’une stratégie de contrôle
capable de fonctionner en temps réel, ce qui impliquait la recherche d’un compromis entre performance
et coût calculatoire. Ainsi, PROMES-CNRS a fait le choix d’une régression non paramétrique par
processus Gaussien (ou GPR, pour Gaussian process regression). Les modèles GPR développés, bien
que requérant une mise à jour de leurs paramètres à chaque pas de temps, sont adaptés à l’application
considérée. Toutefois, le contrôleur prédictif est dépendant d’un accès en temps réel aux mesures
permettant cette mise à jour. Par conséquent, une instrumentation et une infrastructure de communica-
tion garantissant un transfert de données rapide et fiable est nécessaire. Par ailleurs, les intervalles de
confiance associés aux prévisions GPR ont été mis à profit pour améliorer la robustesse du contrôleur
prédictif aux erreurs de prévision.

L’apport des travaux réalisés par PROMES-CNRS réside principalement dans le traitement du cas
d’étude, impliquant des flexibilités jusqu’alors inexploitées par ENEDIS à des fins de régulation de la
tension, mais également dans la gestion du fonctionnement tout-ou-rien du château d’eau sans avoir
recours à la programmation non linéaire mixte en nombres entiers (ou MINLP, pour Mixed Integer
Nonlinear Programming) ou à une relaxation [39, 40].

1.1.9.4 Résultats et discussion

Pour ce qui est de la prévision infra-journalière de la charge du réseau, le modèle GPR développé
est performant pour des horizons de prévision courts (l’erreur quadratique moyenne normalisée est
égale à 9% pour un horizon de 10min). Cependant, l’erreur de prévision se dégrade rapidement à
mesure que l’horizon augmente. Par ailleurs, il convient de noter que le modèle GPR développé – le
noyau périodique, le noyau exponentiel quadratique et le noyau quadratique rationnel sont associés –
est capable de fournir des prévisions satisfaisantes en ayant été entrainé avec seulement deux semaines
de données. Cela diminue non seulement le coût calculatoire associé au développement du modèle mais
permet aussi une adaptation relativement rapide à une éventuelle reconfiguration du réseau électrique
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de distribution ou à la disponibilité de nouveaux jeux de données.
En raison de la nature régulière des données de demande en eau, la combinaison simple du noyau

périodique et du noyau quadratique rationnel s’avère suffisante pour capturer plutôt fidèlement la
dynamique infra-journalière de la série temporelle considérée. En effet, pour un horizon de prévision de
10min, l’erreur quadratique moyenne normalisée est égale à 9%. Cette erreur se stabilise rapidement
autour de 13% pour des horizons plus lointains.

Pour ce qui est de la prévision infra-journalière de l’éclairement global horizontal, le modèle GPR
développé – le noyau périodique et le noyau quadratique rationnel sont associés – est performant
pour des horizons de temps courts (l’erreur quadratique moyenne normalisée est égale à 15% pour
un horizon de 10min). Toutefois, les performances du modèle se dégradent à mesure que l’horizon
augmente, l’erreur quadratique moyenne normalisée se stabilisant à environ 32% pour des horizons
supérieurs à 6h. En effet, les fluctuations infra-journalières deviennent de plus en plus difficiles à
appréhender.

Concernant la stratégie proposée par PROMES-CNRS, les résultats obtenus en simulation té-
moignent de la capacité du contrôleur prédictif développé à gérer efficacement les flux d’énergie au
sein du réseau de distribution basse tension considéré [39]. Ainsi, le contrôleur réduit l’écart entre
offre et demande et minimise les dépassements de tension. Il limite par ailleurs les phénomènes de
refoulement vers les réseaux moyenne tension (HTA) et représente un pas en avant vers la possibilité de
faire fonctionner les réseaux électriques de distribution basse tension en mode îloté, à condition qu’un
moyen de stockage d’énergie approprié (et d’une capacité suffisante) soit disponible. Les résultats
obtenus montrent également que la stabilité des réseaux électriques de distribution basse tension tels
que celui considéré dans le cas d’étude (Villeneuve-de-la-Raho) et, de fait, la qualité de service sont
très loin d’être menacées par le taux actuel de pénétration du solaire photovoltaïque. Les réseaux de
distribution basse tension étant traditionnellement surdimensionnés, leur capacité à absorber une pro-
duction décentralisée, sans impact significatif sur leur stabilité, en particulier en matière de fluctuations
de tension, est importante. Toutefois, le déploiement à grande échelle des technologies tirant profit des
énergies renouvelables pourrait changer la donne.

Les résultats obtenus en simulation montrent par ailleurs que les erreurs de prévision ne provoquent
pas de dégradation significative des performances du contrôleur prédictif. Toutefois, afin de prévenir
une éventuelle dégradation de ses performances, ce dernier a été modifié afin que soit améliorée sa
robustesse aux erreurs de prévision par la prise en compte des intervalles de confiance associés aux
prévisions GPR (l’approche choisie est le problème dit « min-max ») [40]. De plus, pour la mise en
œuvre d’une stratégie telle que celle que propose PROMES-CNRS pour la gestion prévisionnelle
des réseaux électriques de distribution basse tension, le choix du pas de temps est très important. En
effet, il convient de rechercher un compromis entre coût calculatoire et granularité des modèles afin
d’appréhender au mieux les phénomènes – les dynamiques sont rapides – observés sur le réseau. La
mise en œuvre d’une telle stratégie est par ailleurs dépendante d’un accès en temps réel à des mesures,
cet accès étant contraint par des considérations techniques. Des solutions existent, en particulier
grâce au déploiement, au cours des dernières années, d’une infrastructure avancée de mesure. Le
pas de temps considéré – 10min – résulte d’un compromis : il permet la réalisation des calculs
nécessaires à l’obtention des prévisions et à la résolution du problème d’optimisation ; toutefois, ce pas
de temps limite la capacité de la stratégie proposée par PROMES-CNRS à appréhender efficacement
les dynamiques rapides des phénomènes observés sur les réseaux électriques et rend difficile certaines
interventions. La stratégie proposée peut être vue comme une stratégie de contrôle de haut niveau, qu’il
convient d’associer à des outils de planification à plus long terme et à des méthodes d’exploitation de
bas niveau, telles que les méthodes qui relèvent du génie électrotechnique et qui permettent de réagir à
des phénomènes électriques rapides.

Enfin, les travaux réalisés par PROMES-CNRS dans le cadre du projet « Smart Occitania » mettent
en lumière les limitations du duo de flexibilités (un méthaniseur et un château d’eau). Tout d’abord, le
fonctionnement en tout-ou-rien du château d’eau augmente la complexité calculatoire du problème
d’optimisation et s’avère être un handicap pour les applications temps réel. De plus, ce fonctionnement
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aggrave les fluctuations de tension et réduit la durée de vie des différents équipements. En outre, les
flexibilités considérées doivent pouvoir adapter leurs marges de manœuvre – à coût minimal – à une
demande croissante en énergie électrique et à la pénétration d’une production décentralisée au sein
des réseaux électriques de distribution en plein essor. Enfin, les flexibilités considérées ne sont pas
facilement « extensibles », en particulier le méthaniseur dont la source d’énergie repose sur un procédé
organique complexe.

1.2 L’éclairement global horizontal
Cette section introduit l’éclairement global horizontal au sol (ou GHI, pour global horizontal

irradiance), dont la prévision est l’objet des travaux présentés dans ce manuscrit. Après un rapide
rappel des fondamentaux sur le rayonnement électromagnétique et le rayonnement solaire, nous
présenterons les sites étudiés et les instruments de mesure de l’éclairement utilisés.

1.2.1 Fondamentaux sur le rayonnement électromagnétique

Une onde électromagnétique est composée d’un champ électrique et d’un champ magnétique qui
oscillent perpendiculairement entre eux et à l’axe de propagation de l’onde. La longueur d’onde λ
définie par la distance entre deux maxima de la sinusoïde est liée à la période T par l’équation (1.1),
où c est la vitesse de propagation de l’onde :

c =
λ
T

(1.1)

Dans la définition des termes énergétiques utilisés en transfert radiatif, on retrouve la notion d’angle
solide définie à partir d’une sphère unitaire. La surface de cette dernière représente l’angle solide entier
Ω = 4π . L’angle solide élémentaire dΩ dans la direction définie par l’angle θ par rapport à la normale
et l’angle φ dans le plan de la surface de la sphère représente la fraction de sphère dans cette direction.
Il est donné par l’équation (1.2) et son unité est le stéradian (sr) :

dΩ = sinθdθdφ (1.2)

Quand une onde électromagnétique de longueur d’onde λ rencontre de la matière, une partie de
l’onde est réfléchie, une autre partie est absorbée par la matière et le reste est transmis ou diffusé. Les
paramètres utilisés pour décrire ces phénomènes sont :

— le facteur d’absorption βλ défini comme le ratio entre le rayonnement absorbé et le rayonnement
incident ;

— le facteur de réflexion ou albédo monochromatique δλ défini comme le ratio entre le rayonnement
réfléchi et le rayonnement incident ;

— le facteur de transmission τλ défini comme le ratio entre le rayonnement transmis et le rayonne-
ment incident.

1.2.2 Le rayonnement solaire

Le rayonnement solaire désigne l’ensemble des ondes électromagnétiques émises par le Soleil.
On note une différence entre le rayonnement au sommet de l’atmosphère et celui au niveau du sol.
En effet, une partie de ce rayonnement est absorbée par les gaz présents dans l’atmosphère. Ces gaz
ont des facteurs d’absorption et de transmission qui dépendent de la longueur d’onde. Ce phénomène
explique une partie de la variabilité du rayonnement solaire puisque la composition atmosphérique est
variable dans le temps et dans l’espace.

Un nuage est une masse visible constituée d’une grande quantité de gouttelettes d’eau (parfois de
cristaux de glace associés à des aérosols chimiques ou à des minéraux) en suspension dans l’atmosphère
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au-dessus de la surface d’une planète. La plupart des nuages sont situés dans la troposphère. Selon
leur altitude et leur composition, ils présentent diverses formes et propriétés. L’impact des nuages
sur le rayonnement solaire reçu au sol est difficile à décrire de façon quantitative. En effet, les
nuages d’un même type peuvent avoir un effet d’atténuation différent en fonction de leurs propriétés
macroscopiques et microscopiques (géométrie, épaisseur optique, quantité d’eau, etc.). Cependant, les
nuages ont généralement un effet atténuant sur le rayonnement reçu au sol puisqu’ils réfléchissent une
partie de la lumière incidente vers l’espace.

NOTE

La troposphère est la première couche de l’atmosphère terrestre comprise entre la surface du globe
et la stratosphère (seconde couche de l’atmosphère terrestre). Sa limite supérieure, encore appelée
tropopause, se situe à une altitude d’environ 8 à 15 km selon la latitude et la saison. La troposphère
représente environ 80 % de la masse totale de l’atmosphère. On y trouve la plupart des phénomènes
météorologiques. ♢

Le rayonnement solaire arrivant au sol dépend de la position du Soleil, du rayonnement extra-
atmosphérique et des caractéristiques atmosphériques propres au site étudié. Au rayonnement solaire
extra-atmosphérique, c’est-à-dire le rayonnement électromagnétique émis par le Soleil arrivant en
incidence normale sur la couche externe de l’atmosphère, est associé un éclairement énergétique.

NOTE

L’éclairement énergétique, exprimé en W ·m−2, est défini comme la densité du flux énergétique incident
par rapport à l’aire en un point d’une surface réelle ou fictive. Comme il n’y a pas de confusion
possible avec l’éclairement lumineux, exprimé en lm ·m−2, nous parlerons simplement d’éclairement
dans la suite. ♢

L’éclairement solaire se décline en trois composantes.

— L’éclairement normal direct (ou DNI, pour direct normal irradiance) : il s’agit du rayonnement
arrivant en incidence normale depuis le Soleil sur un plan perpendiculaire à la direction du rayon.
Le pyrhéliomètre est l’instrument de mesure le plus couramment utilisé pour la mesure du DNI.
Il se présente sous la forme d’un tube dont les dimensions définissent l’angle d’ouverture et au
fond duquel est placée une thermopile. Afin de mesurer le flux solaire direct, le pyrhéliomètre
doit être aligné dans l’axe du Soleil. Il doit alors être monté sur un traqueur solaire, si l’on
souhaite automatiser l’acquisition du DNI (Figure 1.5).

FIGURE 1.5 – Aperçu de deux pyrhéliomètres montés sur traqueurs solaires.

— L’éclairement diffus horizontal (ou DHI, pour diffuse horizontal irradiance) : il s’agit du
rayonnement reçu par l’ensemble des autres chemins possibles sur un plan horizontal (diffusion
de l’atmosphère, réflexion simple ou multiple avec les nuages, l’atmosphère elle-même, le sol ou
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des objets de l’environnement). Le DHI se mesure généralement à l’aide d’un pyranomètre. Tout
comme le pyrhéliomètre, le pyranomètre utilise une thermopile pour convertir le flux solaire
en flux thermique puis en un signal électrique. Pour la mesure du DHI, le pyranomètre est
généralement installé sur un traqueur solaire équipé d’une boule d’ombrage masquant le Soleil.

— L’éclairement global horizontal : il s’agit de la combinaison de l’éclairement diffus horizontal et
de la partie horizontale de l’éclairement normal direct. À partir de la connaissance du DNI, du
DHI et de la position du soleil, on déduit le GHI donné par l’équation (1.3) :

GHI = DNI ·cosθz +DHI (1.3)

où θz est l’angle entre le Soleil et le zénith. Cependant, en pratique, le GHI se mesure à l’aide
d’un pyranomètre pour lequel le Soleil est apparent. Un traqueur solaire n’est donc pas nécessaire
pour en faire la mesure.

Pour une mesure simultanée de ces trois composantes, l’instrument le plus couramment utilisé est
le pyranomètre à bande rotative (ou RSI, pour rotating shadowband irradiometer). Cet instrument
est équipé d’une photodiode montée horizontalement et permettant la mesure du GHI (Figure 1.6).
Une bande rotative vient alors occulter la photodiode périodiquement afin de mesurer le DHI. À partir
des mesures du DHI et du GHI, et de la connaissance de la position du Soleil, le DNI peut alors être
estimé (équation (1.3)). Cet instrument a donc l’avantage de fournir plusieurs mesures de l’éclairement,
contrairement au pyrhéliomètre. Le fait d’avoir une simple bande rotative au lieu d’un traqueur solaire
sur deux axes réduit également la complexité du système tout en améliorant sa robustesse. En outre,
des études ont montré que le RSI était nettement moins sensible aux salissures que le pyrhéliomètre.

FIGURE 1.6 – Deux RSI installés au laboratoire PROMES-CNRS à Perpignan.

NOTE

Une caméra à grand angle de champ peut potentiellement être utilisée comme instrument de mesure
du DNI, du DHI et du GHI [41, 42]. ♢

L’éclairement global horizontal au sol peut être décomposé en deux parties.

— Une composante déterministe liée à la géométrie Terre-Soleil et à l’atmosphère sans nuage :
l’éclairement par ciel clair GHIcs.

— Une composante stochastique liée à la couverture nuageuse : l’indice ciel clair kc.

1.2.3 Modèles ciel clair

Les modèles ciel clair permettent d’estimer l’éclairement au niveau du sol en conditions ciel clair,
c’est-à-dire en l’absence de nuage devant le Soleil, en fonction de l’angle entre le Soleil et le zénith,
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de l’altitude du site et de divers paramètres atmosphériques. Il existe un vaste choix de modèles ciel
clair dans la littérature, dont la plupart sont passés en revue dans [43, 44]. L’approche proposée dans
[44] pour élaborer un modèle DNI ciel clair précis, qui combine le modèle ciel clair d’Ineichen et
Perez [45] avec une persistance sur le coefficient de turbidité, a été adaptée au GHI pour obtenir un
modèle GHI ciel clair. Dans [44], les auteurs ont prouvé que cette approche est capable de fournir des
prévisions infra-journalières précises du DNI par ciel clair. Le GHI en conditions ciel clair est donné
par :

GHIcs(t) = c1 · I0 · cos
(
θz(t)

)
· exp

(
−c2 ·m(t) · ( fh1 + fh2(TL(t −∆t)−1))+0,01 · (m(t))1,8) (1.4)

où t est le temps, I0 est l’éclairement solaire extra-atmosphérique, θz est l’angle entre le Soleil et le
zénith, m est la masse d’air optique relative, TL est le trouble atmosphérique introduit par Linke [46]
et fh1, fh2, c1, et c2 sont des paramètres. Les paramètres fh1, fh2, c1 et c2 sont respectivement donnés
par :

fh1 = exp
(
− h

8000

)
(1.5)

fh2 = exp
(
− h

1250

)
(1.6)

c1 = 5,09×10−5h+0,868 (1.7)

c2 = 3,92×10−5h+0,0387 (1.8)

où h est l’altitude. Le coefficient TL correspond au nombre d’atmosphères sans aérosols ou vapeur d’eau
qu’il faudrait superposer pour aboutir à l’atténuation constatée. Sa valeur est autour de 3 atmosphères
dans la plupart des régions d’Europe, mais elle peut monter jusqu’à 7 atmosphères dans les zones très
polluées.

NOTE

Il faut noter que si, en conditions ciel clair, il n’y a pas de nuage voilant le Soleil au moment de la
mesure (du point de vue de l’observateur), cela ne veut pas dire qu’il n’y aucun nuage dans le ciel
(toujours du point de vue de l’observateur). Dans ce dernier cas, on parle plutôt de « ciel dégagé ».♢

1.2.3.1 L’éclairement solaire extra-atmosphérique

L’éclairement solaire extra-atmosphérique I0 est l’éclairement arrivant à incidence normale sur
la couche externe de l’atmosphère. En raison de l’orbite elliptique de la Terre, cet éclairement n’est
pas constant et varie au cours de l’année. Toutefois, lorsque la distance Terre-Soleil n’est pas connue,
l’éclairement I0 peut être estimé à l’aide d’une formule simplifiée, comme par exemple :

I0 =

(
D0

DUA

)2

IUA (1.9)

où I0 est l’éclairement solaire extra-atmosphérique incident à la distance Terre-Soleil D0, DUA est la
distance moyenne Terre-Soleil (DUA = 1UA ≃ 1,5× 108 km) et IUA est l’éclairement solaire extra-
atmosphérique incident à la distance moyenne Terre-Soleil, également appelé constante solaire.

L’estimation de la constante solaire a fait l’objet de nombreuses missions satellitaires, en raison de
son importance dans le développement de modèles climatiques [47, 48]. Plusieurs mesures peuvent
ainsi être trouvées dans la littérature [49, 50]. Cependant, une réévaluation de la valeur de la constante
solaire en utilisant une base de données couvrant 42 ans a été effectuée récemment et a permis d’obtenir
IUA = (1361,1±0,5)W ·m−2 [51].

Pour le calcul du rapport D0
DUA

, l’algorithme SG2 (pour Solar Geometry 2) qui est précis et rapide a
été choisi [52]. Cet algorithme permettant de calculer la distance Terre-Soleil en temps réel est une
version évoluée de l’algorithme SG (pour Solar Geometry) développé dans le cadre de l’Atlas européen
du rayonnement solaire [53, 54].
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1.2.3.2 La masse d’air optique relative

La masse d’air optique relative, notée m, est définie comme le rapport entre la distance parcourue
par la lumière à travers l’atmosphère et la distance que parcourrait ce faisceau au travers d’une
atmosphère standard, au niveau de la mer et avec le Soleil au zénith. La position du Soleil est donc
nécessaire pour calculer cette masse d’air. Ainsi, afin de prendre en compte les effets de la courbure
de la Terre, de l’altitude du site et des densités variables de l’atmosphère sur le parcours moyen du
rayonnement solaire, plusieurs formulations différentes de m existent dans la littérature [55]. Cependant,
pour le développement du modèle GHI ciel clair, la formule de Kasten et Young [56], également
utilisée dans [44] pour l’élaboration d’un modèle DNI ciel clair, a été choisie :

m(t) =
1

cos(θz(t))+ a1
(a2−θz(t))

a3

(1.10)

où t est le temps, a1, a2 et a3 sont des paramètres ajustables et θz est l’angle entre le Soleil et le zénith.
Les paramètres a1, a2 et a3 sont respectivement égaux à :

a1 = 0,50572 a2 = 96,07995 a3 = 1,6364 (1.11)

NOTE

Il convient de noter que les conditions atmosphériques rencontrées sur les sites où ont été réalisées les
mesures du GHI exploitées dans cette thèse sont proches de l’atmosphère normalisée utilisée pour
définir les paramètres ajustables de l’équation (1.10). ♢

1.2.4 L’indice ciel clair

L’indice ciel clair, noté kc, est défini comme le rapport entre l’éclairement global horizontal observé
au sol (GHI) et l’éclairement global horizontal en conditions ciel clair (GHIcs) :

kc(t) =
GHI(t)

GHIcs(t)
(1.12)

où t est le temps. kc indique la présence ou non d’un nuage devant le Soleil. Il varie entre 0 et 1, où
kc = 0 signifie qu’un nuage épais occulte le Soleil tandis que kc = 1 signifie l’absence de nuage devant
le Soleil. Enfin, les cas intermédiaires sont tels que des nuages fins viennent voiler le Soleil.

NOTE

L’indice ciel clair représente les variations du GHI liées à la couverture nuageuse. La décomposition
de l’éclairement global horizontal en éclairement par ciel clair et indice ciel clair constitue le point de
départ de certains modèles de prévision du GHI. En effet, dans ce cas, la prévision du GHI revient
donc à faire une prévision de kc et de GHIcs :

GHI(t +∆t) = kc(t +∆t) ·GHIcs(t +∆t) (1.13)

où ∆t est l’horizon de prévision. En étudiant l’indice ciel clair plutôt que le GHI, on s’affranchit des
cycles connus de l’éclairement pour se concentrer uniquement sur les variations liées aux conditions
atmosphériques. Néanmoins, cette approche requiert une certaine vigilance dans le choix du modèle
ciel clair. ♢

1.2.5 L’indice de clarté

L’indice de clarté, noté kt , correspond au rapport entre l’éclairement global horizontal observé au
sol et l’éclairement solaire extra-atmosphérique sur un plan horizontal :

kt(t) =
GHI(t)

I0 cos(θz(t))
(1.14)
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où t est le temps, I0 est l’éclairement solaire extra-atmosphérique et θz est l’angle entre le Soleil et le
zénith. L’indice de clarté rend compte de l’atténuation de l’éclairement solaire due à la traversée de
l’atmosphère et des fluctuations dues aux nuages. Son calcul ne nécessite pas l’utilisation d’un modèle
ciel clair. Par définition, l’indice ciel clair est toujours supérieur à l’indice de clarté. Certains modèles
de prévision sont fondés sur l’indice de clarté (voir la Sous-sous-section 1.3.2.4).

1.2.6 Mesures du GHI

Les données utilisées dans cette étude proviennent de mesures du GHI effectuées au laboratoire
PROMES-CNRS, situé sur deux sites dans la région Occitanie à savoir : Font-Romeu-Odeillo-Via et
Perpignan. Outre les données de ces deux sites, nous avons aussi utilisé des mesures du GHI provenant
d’un réseau électrique basse tension (une zone résidentielle) instrumenté par PROMES-CNRS et
ENEDIS situé à Villeneuve-de-la-Raho, non loin de Perpignan. Les caractéristiques des trois sites sont
présentées dans le Tableau 1.1.

TABLEAU 1.1 – Caractéristiques des sites étudiés.

Caractéristiques Font-Romeu-Odeillo-Via Perpignan Villeneuve-de-la-Raho

Localisation 42◦29′36′′ N
/

2◦1′47′′ E
42◦39′53′′ N

/
2◦54′37′′ E

42◦37′59′′ N
/

2◦55′21′′ E
Altitude 1650 m 50 m 50 m

Instrument de
mesure du GHI

Pyranomètre RSI Pyranomètre

Période
d’échantillonnage

10 min 10 min 10 min

Jeu de données
Du 01/01/2018 au

31/12/2019
Du 01/01/2016 au

31/12/2017
Du 01/08/2019 au

31/07/2020

Les données sont échantillonnées avec un pas de temps de 10 min. Une illustration de six jours de
données GHI (du 22/11/2017 au 27/11/2017) issues de mesures réalisées sur le site de Perpignan est
présentée sur la Figure 1.7.
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FIGURE 1.7 – Illustration de six jours de données GHI (du 22/11/2017 au 27/11/2017). Les mesures
du GHI ont été réalisées au laboratoire PROMES-CNRS, situé à Perpignan, en région Occitanie (sud
de la France).

1.2.6.1 Site de Font-Romeu-Odeillo-Via

Situé à haute altitude (1650m), le site de Font-Romeu-Odeillo-Via (le grand four solaire) est
caractérisé par un climat montagneux relativement sec avec une influence méditerranéenne. Les étés
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sont chauds et les hivers glacés avec des précipitations neigeuses. En outre, des orages violents
s’abattent occasionnellement sur la région. Les données sont collectées à l’aide d’un pyranomètre Kipp
& Zonen CM5 (Figure 1.8).

FIGURE 1.8 – Aperçu d’un pyranomètre CM5 de Kipp & Zonen [57].

Les données couvrant les années 2018 et 2019, tirées des mesures du GHI réalisées sur ce site,
ont été utilisées dans le Chapitre 2 pour l’étude comparative des modèles de prévision fondés sur
l’apprentissage automatique. La Figure 1.9 présente une carte des données couvrant les deux années.
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FIGURE 1.9 – Données GHI couvrant les années 2018 et 2019. Elles proviennent de mesures réalisées
à l’aide d’un pyranomètre CM5 de Kipp & Zonen au laboratoire PROMES-CNRS, situé à Font-Romeu-
Odeillo-Via, en région Occitanie (sud de la France).

1.2.6.2 Site de Perpignan

Les données issues du site de Perpignan (Tecnosud) sont collectées à l’aide d’un RSI (Figure 1.6).
La ville de Perpignan bénéficie d’un climat méditerranéen caractérisé par des étés très chauds et des
hivers assez doux. La région est souvent soumise à un vent de direction nord-ouest, la Tramontane. Les
données couvrant les années 2016 et 2017 ont été utilisées dans le Chapitre 3. La Figure 1.10 montre
une carte des données couvrant les deux années.

1.2.6.3 Site de Villeneuve-de-la-Raho

Des mesures du GHI provenant d’un réseau électrique basse tension (une zone résidentielle) situé
à Villeneuve-de-la-Raho ont aussi été utilisées au cours de nos travaux. PROMES-CNRS ayant fait le
choix d’une prévision de la production électrique des installations solaires photovoltaïques à partir de
prévisions du GHI, la zone résidentielle a été instrumentée par un réseau de pyranomètres et une caméra
à grand angle de champ. Les mesures distribuées du GHI et les observations atmosphériques réalisées
grâce à la caméra sont à l’origine du développement d’algorithmes pour la prévision dans le temps
et l’espace de la ressource solaire présentés dans ce manuscrit (Chapitre 4), à des fins de prévision
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FIGURE 1.10 – Données GHI couvrant les années 2016 et 2017. Elles proviennent de mesures réalisées
à l’aide d’un RSI au laboratoire PROMES-CNRS, situé à Perpignan, en région Occitanie (sud de la
France).

de la production électrique des installations solaires photovoltaïques équipant la zone considérée. Un
réseau de 16 instruments pour la mesure distribuée du GHI – des pyranomètres SP Lite 2 de la marque
Kipp & Zonen – a été installé au sein et aux alentours de la zone résidentielle choisie sur des supports
déjà existants (lampadaire ou poteau électrique). La Figure 1.11 donne la répartition dans l’espace des
instruments.

FIGURE 1.11 – Les 16 pyranomètres installés à Villeneuve-de-la-Raho. Chaque emplacement est
repéré sur la carte par une lettre majuscule (A à P). La zone résidentielle est le triangle ABC et la
caméra est installée au point D.

Une caméra à grand angle de champ complète le réseau de pyranomètres. Cette dernière est
installée sur le toit du poste Estagnol (Figure 1.12a), au sein de la zone résidentielle, et fournit des
observations atmosphériques. L’instrument, développé par PROMES-CNRS et commercialisé par la
société PROMECA, est équipé d’un ordinateur embarqué de dernière génération permettant la mise
en œuvre en temps réel de solutions logicielles avancées et d’un système optique optimisé (couche
antireflet, revêtement hydrophobe et unité de ventilation). La sous-couche logicielle qui accompagne
l’instrument est composée, d’une part, d’un algorithme pour la génération d’images à haute dynamique
préservant l’information dans la région circumsolaire – cette information est cruciale pour la prévision
à court terme de la ressource solaire – et, d’autre part, d’un algorithme d’autocalibration géométrique
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fondé sur la comparaison entre la position du Soleil tel que détecté sur l’image et sa position théorique.
La Figure 1.12b montre une vue du pyranomètre D sur un lampadaire.

(a) La caméra à grand angle de champ
installée à Villeneuve-de-la-Raho.

(b) Le pyranomètre au point D, installé
sur un lampadaire.

FIGURE 1.12 – La caméra et l’un des pyranomètres installés à Villeneuve-de-la-Raho.

NOTE

Rappelons que l’objectif est de prévoir le GHI (prévision localisée puis spatio-temporelle) en vue
de prévoir la production PV à des fins de gestion intelligente du réseau électrique de distribution en
région Occitanie et la zone d’expérimentation est le quartier résidentiel situé à Villeneuve-de-la-Raho.
Cependant, l’instrumentation de cette zone a pris un certain temps. Par ailleurs, nous avons fait face à
des problèmes de transmission des données et de stockage qui ont été résolus. Il a donc fallu attendre
longtemps avant d’avoir une base de donnée consolidée. Les données du site de Font-Romeu-Odeillo-
Via étant disponibles et propres, elles ont été utilisées pour mener l’étude comparative des outils
d’intelligence artificielle au Chapitre 2 afin de dégager la méthode adaptée à la prévision du GHI à
l’aune des exigences de l’application visée. Le site Perpignan est situé juste à côté du cas d’étude.
Pour des raisons de commodité, les données issues de ce site ont été utilisées pour le développement
des modèles de prévision localisée du GHI au Chapitre 3. ♢

1.2.6.4 Contrôle qualité des mesures du GHI

La qualité des modèles de prévision, surtout ceux fondés sur l’analyse d’une base de données et
sur l’apprentissage automatique, est liée à celles des données. Un contrôle qualité des observations
du GHI s’avère donc nécessaire afin de détecter et de corriger d’éventuelles anomalies. L’utilisation
des mesures sans correction de ces défauts peut potentiellement conduire à des résultats de prévision
erronés. Le contrôle qualité des mesures de la ressource solaire comprend divers tests visant à établir
des limites entre lesquelles les données sont dites acceptables. Ces tests permettent de détecter des
mesures physiquement impossibles ou une récurrence d’évènements rares qui proviendraient, par
exemple, d’un problème lors de l’acquisition.

Dans [58], les différentes façons d’encadrer des données météorologiques et de la ressource
solaire afin de s’assurer de leur qualité ont été exposées en fonction de la résolution temporelle. Les
auteurs se sont inspiré des travaux de [59] et [60]. Pour des mesures infra-horaires, la procédure de
contrôle qualité est celle typiquement adoptée par WRMC-BSRN (World Radiation Monitoring Center
- Baseline Surface Radiation Network) sur des données à pas de temps de 1 min [58, 61]. Les tests de
contrôle qualité effectués sur les données GHI à pas de temps de 10 min utilisées dans cette thèse sont
présentés dans le Tableau 1.2 :

— le premier test permet de détecter les mesures physiquement impossibles ;

— le second test porte sur la détection des observations rares ;
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— le dernier test est un test croisé entre l’éclairement global horizontal et l’éclairement diffus
horizontal afin de vérifier leur cohérence physique.

TABLEAU 1.2 – Tests de contrôle qualité réalisés sur les mesures du GHI. Il s’agit des tests proposés par
[58, 61] pour des données infra-horaires. DHI est l’éclairement diffus horizontal, I0 est l’éclairement
solaire extra-atmosphérique et θz est l’angle entre le Soleil et le zénith.

Test Condition

Mesure physiquement possible 0 < GHI < min(1,2 · I0 ;1,5 · I0 · (cos(θz))
1,2 +100)

Observation rare 0 < GHI < 1,2 · I0 · (cos(θz))
1,2 +50

Conditions sur le ratio DHI
GHI

{
DHI
GHI < 1,05 pour θz < 75◦, GHI > 50W ·m−2

DHI
GHI < 1,10 pour 75◦ < θz < 93◦, GHI > 50W ·m−2

Seules les données correspondant à des instants pour lesquels l’angle entre le Soleil et le zénith θz

est inférieur à 90◦ sont analysées (les données des nuits sont supprimées). En effet, le GHI est très
facile à prévoir la nuit ; il est égal à 0. Les résultats de l’analyse de la qualité des différents jeux de
données utilisés dans cette thèse sont présentés dans le Tableau 1.3. Les données qui ne réussissent pas
au moins un des tests susmentionnées sont considérées comme aberrantes. Le test croisé entre le GHI
et le DHI n’a pas pu être réalisé sur les mesures de Villeneuve-de-la-Raho car nous ne disposons pas
de mesure du DHI sur ce site.

TABLEAU 1.3 – Résultats de l’analyse de la qualité des mesures du GHI.

Site
Nombre de points

de mesure
Données

aberrantes
Données

manquantes

Font-Romeu-Odeillo-Via
(01/01/2018 – 31/12/2019) 52769 Non 318 (0,6%)

Perpignan
(01/01/2016 – 31/12/2017) 52524 Non 557 (1,06%)

Villeneuve-de-la-Raho
(01/08/2019 – 31/08/2019) 35200 Non Non

Villeneuve-de-la-Raho
(01/09/2019 – 31/07/2020) 385634 5,9% 35,78%

Le Tableau 1.3 indique une très grande qualité des données des sites de Font-Romeu-Odeillo-Via
et de Perpignan. On ne détecte aucune donnée aberrante sur ces deux sites. Comme la part de données
manquantes dans les jeux de données issus de ces deux sites (0,6% de l’ensemble des données de Font-
Romeu-Odeillo-Via et 1,06% de l’ensemble des données de Perpignan) est insignifiante et n’altère
pas la représentativité de ces données, aucune méthode de traitement des données manquantes n’a
été utilisée. Concernant le site de Villeneuve-de-la-Raho, on constate une bonne qualité des mesures
réalisées au cours du mois d’août 2019 qui seront utilisées dans le Chapitre 4 pour la prévision spatio-
temporelle du GHI. Les données couvrant la période du 01/09/2019 au 31/07/2020 sont inutilisables :
on note des données aberrantes (5,9%) et une part très importante de données manquantes (35,78%).
Au-delà de la qualité des mesures, une caractérisation des conditions météorologiques des sites de
mesure est importante. Par exemple, des modèles de prévision développés pour un site dont les journées
« ciel clair » sont prédominantes auront de bonnes performances.

1.2.6.5 Variabilité des données

Cette section est consacrée à la caractérisation mathématique des conditions météorologiques des
sites de mesure. Un coefficient de variabilité permettant d’estimer le degré de variation des mesures du
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GHI est calculé pour chaque site. Il s’agit d’évaluer les variations que subissent les données au cours
du temps. Dans le cas du GHI, la variabilité est directement liée aux conditions météorologiques du site
de mesure. Après quantification de cette variabilité, il est possible de répondre à la question suivante :
à partir de la connaissance de la variabilité des données, quelle méthode de prévision choisir?

D’après l’étude de la variabilité des données d’éclairement solaire réalisée par [62] en testant
divers paramètres statistiques issus de l’économétrie, il en ressort que le paramètre le plus adapté au
GHI est le mean absolute log return (MALR) :

MALR =
1
n

n−1

∑
i=1

|ln(kc(i+1))− ln(kc(i))| (1.15)

où n est le nombre de données et kc est l’indice ciel clair. Les coefficients de variabilité obtenus pour
les jeux de données de Font-Romeu-Odeillo-Via et de Perpignan sont présentés dans le Tableau 1.4.

TABLEAU 1.4 – Variabilité du GHI.

Site MALR

Font-Romeu-Odeillo-Via 0,47
Perpignan 0,38

On remarque que la variabilité du GHI est plus marquée à Font-Romeu-Odeillo-Via qu’elle ne
l’est à Perpignan. Les données de Villeneuve-de-la-Raho subissent les mêmes variations au cours du
temps que celles de Perpignan car ces deux sites sont très proches. Cependant, la variabilité spatiale
des mesures du site de Villeneuve-de-la-Raho sera caractérisée dans le Chapitre 4.
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FIGURE 1.13 – Répartition des situations atmosphériques selon l’indice ciel clair à Font-Romeu-
Odeillo-Via (01/01/2018 – 31/12/2019) et Perpignan (01/01/2016 – 31/12/2017).

Les résultats du coefficient MALR pour les sites de Font-Romeu-Odeillo-Via et Perpignan sont
confirmés par la répartition des situations atmosphériques selon l’indice ciel clair présentée sur la
Figure 1.13. Une journée presque ciel clair est caractérisée par un indice ciel clair supérieur ou égal
à 0,8, tandis qu’une journée complètement couverte est caractérisée par un indice ciel clair inférieur
ou égal à 0,4. Une journée partiellement couverte est quant à elle caractérisée par un indice ciel clair
compris entre 0,4 et 0,8. En examinant les jeux de données couvrant respectivement deux années issus
de mesures réalisés à Font-Romeu-Odeillo-Via et Perpignan, on remarque une proportion de journées
presque ciel clair plus importante à Perpignan qu’à Font-Romeu-Odeillo-Via (Figure 1.13).
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1.3 État de l’art des modèles de prévision du GHI

La prévision de la ressource solaire est une étape importante pour relever les défis posés par la
pénétration de la production PV dans les réseaux électriques de distribution. Lorsque l’on parle de
prévision, il est important d’en définir les caractéristiques spatio-temporelles ; d’autant que, selon ces
caractéristiques, certaines approches sont plus appropriées que d’autres.

L’horizon de prévision temporel correspond à la durée séparant le moment actuel du moment
auquel la prévision est souhaitée. Dans le secteur énergétique, le « très court terme » fait référence
à un horizon infra-horaire et le « court terme » à un horizon infra-journalier. Au-delà, il s’agit de
prévisions journalières, saisonnières ou annuelles. Le pas de résolution temporel correspond à la
période d’échantillonnage de la prévision. On peut par exemple faire une prévision allant jusqu’à 1h
(l’horizon) avec un pas de temps de 5, 10 ou 20min (le pas de résolution).

L’horizon spatial est lié à la surface sur laquelle la prévision est faite. Le pas de résolution spatial
correspond à la surface d’échantillonnage de la prévision. Même si la majorité des travaux existants
dans la littérature scientifique traite de la prévision localisée, il est important, dans certains cas, de
s’intéresser à la validité spatiale de cette prévision : une prévision peut être précise en un point d’une
centrale solaire PV sans pour autant l’être sur tout le champ solaire. Ainsi, on peut par exemple
faire une prévision sur une surface de 10km2 (l’horizon) découpée en éléments de 1km2 (le pas de
résolution).

Dans le cas d’une prévision en temps réel, on peut définir une durée séparant deux mises à jour de
la prévision, qui doit forcément être inférieure à l’horizon temporel choisi. Cette durée est indépendante
de la résolution temporelle. En effet, il est possible de rafraîchir la prévision dès qu’une nouvelle
mesure est obtenue, d’autant plus qu’une vitesse de rafraîchissement élevée va permettre de réduire
l’erreur de prévision. Cependant, la vitesse de rafraîchissement de la prévision reste contrainte par le
temps d’exécution du modèle de prévision. De manière générale, on cherchera donc à s’approcher au
maximum du temps d’exécution du modèle de prévision afin de minimiser les erreurs de prévision tout
en continuant d’opérer en temps réel.

Le choix d’une méthode de prévision est lié aux besoins du gestionnaire du réseau électrique de
distribution, aux horizons de prévision envisagés et aux données disponibles. Ces trois aspects sont
étroitement liés. En effet, les besoins du gestionnaire déterminent les horizons intéressants et donc les
données à utiliser pour fournir les prévisions. On peut ainsi faire une classification des applications
liées aux prévisions en fonction des horizons [63, 64].

— Les prévisions infra-horaires : elles couvrent des horizons de temps allant de quelques minutes à
1h avec une granularité de quelques secondes à 10min. Elles offrent la possibilité de prendre
des décisions en lien avec la régulation et la distribution en temps réel.

— Les prévisions infra-journalières : elles couvrent les horizons de temps qui vont de 1h à 6h avec
une granularité horaire. Elles sont utilisées dans le suivi des charges et dans l’actualisation du
planning d’utilisation des moyens de production.

— Les prévisions à moyen terme : elles ont un horizon de prévision allant d’un jour à quelques
jours avec une granularité horaire. Elles sont exploitées dans le choix des unités de production
afin de minimiser les coûts liés aux temps de redémarrage et d’arrêt. Elles permettent aussi
l’optimisation des moyens de production et de stockage.

La littérature scientifique regorge plusieurs méthodes de prévision du GHI et de la production PV
qui peuvent être regroupées en deux grandes familles [65, 66] : les modèles de prévision localisée et
les modèles de prévision spatio-temporelle. Cependant, commençons tout d’abord par la présentation
des modèles de prévision les plus simples (mais néanmoins efficaces dans certaines conditions) : les
modèles de persistance.
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1.3.1 Modèles de persistance

Cette sous-section décrit les modèles de persistance classiques largement utilisés dans les études
de prévision du GHI comme modèles de référence, à savoir la persistance sur le GHI et la persistance
sur l’indice ciel clair.

1.3.1.1 Persistance sur le GHI

La persistance sur le GHI est sans doute le modèle de prévision le plus simple. Elle consiste à
supposer une invariance du GHI sur l’horizon de temps considéré. Le modèle de persistance sur le
GHI s’exprime par :

GHI(t +∆t) = GHI(t) (1.16)

où GHI est l’éclairement global horizontal, t correspond à l’instant de mesure et ∆t correspond à
l’horizon de prévision. Ce modèle ne nécessite aucune connaissance particulière de l’atmosphère et
requiert uniquement un accès en temps réel à la mesure du GHI. Il est très efficace pour des horizons
courts, ou lorsque la variabilité du GHI est faible sur l’horizon de prévision considéré.

1.3.1.2 Persistance sur l’indice ciel clair

La persistance sur le GHI trouve ses limites lorsque la variabilité du signal est grande sur l’horizon
de prévision considéré. Une part de cette variabilité provient du mouvement apparent du Soleil ; ce
mouvement étant précisément connu, il est possible de corriger son effet en utilisant un modèle ciel
clair. La persistance sur l’indice ciel clair est donnée par [67] :

kc(t +∆t) = kc(t) (1.17)

où kc est l’indice ciel clair, t est l’instant de mesure et ∆t est l’horizon de prévision. En remplaçant
l’indice ciel clair par son expression (équation (1.12)) dans l’équation (1.17), on obtient la prévision
du GHI par la persistance sur l’indice ciel clair :

GHI(t +∆t) =
GHI(t)

GHIcs(t)
·GHIcs(t +∆t) (1.18)

Le modèle de persistance sur l’indice ciel clair – ce modèle est utilisé dans ce manuscrit comme
modèle de référence – est généralement plus performant que la persistance sur le GHI. Il nécessite non
seulement un accès en temps réel à la mesure du GHI, mais aussi un modèle ciel clair permettant de
prévoir l’éclairement global horizontal en conditions ciel clair. Il faut donc être vigilant dans le choix
du modèle ciel clair, car les erreurs commises sur la prévision de GHIcs peuvent rapidement devenir
compromettantes.

1.3.2 Modèles de prévision localisée du GHI

Diverses approches permettant d’effectuer la prévision localisée du GHI existent la littérature [65,
63, 68, 69, 70, 71, 72, 73] : les caméras à grand angle de champ, l’imagerie satellitaire et les modèles
statistiques. La Figure 1.14 résume le type d’approche selon l’horizon spatio-temporel souhaité.

1.3.2.1 Prévision par caméra à grand angle de champ

À une échelle infra-horaire, les caméras à grand angle de champ sont les systèmes les plus
adaptés à la prévision de la ressource solaire [75, 76]. Grâce à leur haute résolution spatio-temporelle
(Figure 1.14), elles permettent de caractériser finement la situation nuageuse au-dessus d’un site donné.
Ces caméras offrent ainsi la possibilité d’anticiper les variations brutales de la ressource solaire. Elles
peuvent être utilisées pour prévoir le DNI [77, 78, 79, 80, 81, 82, 83, 76] ou le GHI [84, 85, 86, 87, 88,
89, 90, 91, 92, 93].
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FIGURE 1.14 – Approches pour la prévision de la ressource solaire, en fonction de l’horizon spatio-
temporel (adapté de [74]).

La prévision de la ressource solaire par caméra à grand angle de champ comporte deux parties : la
prévision de l’éclairement par ciel clair et la prévision de l’indice ciel clair. À partir d’une séquence
d’images du ciel, il est possible de prévoir l’évolution des perturbations atmosphériques et donc d’en
déduire l’indice ciel clair. L’horizon de prévision est limité par l’angle de champ de la caméra, la
vitesse des nuages et la position du Soleil sur les images. La prévision de l’indice ciel clair s’effectue
en plusieurs étapes simples :

— segmentation nuages / ciel dégagé ;

— estimation de la vitesse et direction des nuages ;

— prévision de la position des nuages à l’horizon de prévision considéré.

Pourtant, la caméra à grand angle de champ reste peu utilisée dans la littérature pour la prévision
de la ressource solaire. Si la première étape susmentionnée est assez bien maîtrisée [94, 95], les
deux dernières le sont moins. La principale difficulté réside dans l’estimation et la prévision du
mouvement des masses nuageuses. La procédure peut fournir de bonnes prévisions dans le cas de
nuages approximativement à la même altitude et se déplaçant globalement par une simple translation.
Cependant, les choses se compliquent lorsqu’il y a plusieurs couches de nuages, à différentes altitudes,
prenant des directions et des vitesses différentes ou dans le cas de transformations non rigides de la
couverture nuageuse.

Il existe plusieurs systèmes permettant d’obtenir des images du ciel tels que des solutions com-
merciales et des systèmes développés en laboratoire. Parmi les solutions commerciales existantes, le
Total Sky Imager (TSI) développé par Yankee Environmental Systems est le plus connu [81, 86, 96, 78,
79]. On pourra consulter [97] et les références qui y sont citées pour un tour d’horizon des systèmes
existants, ainsi que de leurs limitations. Pour pallier les limitations des systèmes existants et avoir un
plein contrôle sur les réglages, certains laboratoires développent leur propre caméra adaptée à leurs
besoins [36, 98, 87]. Le laboratoire PROMES-CNRS a aussi développé sa propre solution matérielle,
le PSI (pour PROMES-CNRS Sky Imager). La génération actuelle, le PSI4, permet de générer une
image HDR (pour High Dynamic Range) de 1,5 MP (1300×1216) toutes les 10 s (voir Figure 1.15).

1.3.2.2 Prévision par imagerie satellitaire

Pour des horizons infra-journaliers, l’imagerie satellitaire permet d’avoir de bonnes prévisions de la
ressource solaire [75, 99, 100]. En effet, les images satellites offrent une vision globale du mouvement
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FIGURE 1.15 – PROMES sky imager installé sur le toit du grand four solaire à Font-Romeu-Odeillo-
Via et quelques images HDR acquises.

des masses nuageuses et permettent d’observer la couverture nuageuse avec une résolution temporelle
élevée [101, 102]. De plus, elles sont collectées à différentes longueurs d’onde, permettant une mesure
spectrale des interactions entre le rayonnement solaire et l’atmosphère. Ces mesures de luminance,
couplées à des équations de transfert radiatif appliquées aux différentes couches de l’atmosphère,
permettent d’évaluer la ressource solaire sur l’ensemble du globe [65, 103].

Une autre méthode permettant d’estimer la ressource solaire consiste à calibrer l’intensité des
pixels des images satellites avec les mesures d’éclairement faites au sol en utilisant des modèles
physiques [104, 105] ou statistiques [106, 107, 108]. Les informations sur le mouvement des nuages
déduites en appliquant un algorithme de détermination des mouvements nuageux aux images satellites
[109, 110] peuvent être extrapolées aux quelques heures à venir allant jusqu’à 6 h. Elles permettent
d’anticiper les variations du rayonnement au cours des heures à venir [111]. La ressource solaire
prédite est alors déduite de ces dernières [112, 113]. Pour effectuer la prévision, il est généralement
supposé que la profondeur optique des nuages et leur vitesse de déplacement sont constantes, et que
les masses nuageuses ne subissent que des déformations rigides.

1.3.2.3 Modèles numériques de prévision météorologique

La prévision à long terme du GHI (au-delà de l’échelle infra-journalière) se fait généralement
à l’aide de modèles numériques de prévision météorologique (ou NWP, pour numerical weather
prediction) [114, 115]. Une étude approfondie de ces modèles peut être trouvée dans [116]. Ces
modèles permettent de faire une modélisation fine de l’atmosphère et ainsi prédire sur plusieurs jours
l’évolution de facteurs météorologiques (température, vents, pressions, etc.). La performance d’un
modèle NWP est fortement liée à la bonne connaissance de l’état initial de l’atmosphère et des lois
physiques gouvernant son évolution [65]. Parmi les modèles NWP les plus connus, nous pouvons citer
le Weather and Research Forecasting, le Global Forecast System, l’European Centre for Medium-Range
Weather Forecast et le modèle North American Mesoscale [117, 65, 118]. Ces modèles diffèrent les
uns des autres par leur résolution spatiale, leurs paramètres d’entrée et, surtout, les modèles physiques
sous-jacents. Une fois l’évolution de l’atmosphère connue, un modèle de transfert radiatif permet d’en
déduire l’évolution de la ressource solaire.

Ces modèles présentent plusieurs limitations. La principale concerne les temps de calcul et de
mise à jour souvent très longs. En effet, ces modèles produisent des centaines de paramètres à chaque
exécution. Malgré les avancées dans le domaine pour élaborer des modèles plus rapides en réduisant
le nombre de paramètres estimés, les temps de calcul et de mise à jour restent des freins importants
pour l’utilisation de ces modèles dans le cadre de la prévision à court terme. Une autre limitation
est le faible pas de résolution spatial des modèles NWP impliquant une précision grossière sur une
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évaluation locale de la variabilité de la ressource solaire. Par conséquent, les sorties des modèles NWP
sont souvent couplées à des observations d’images satellites ou de caméras hémisphériques [65]. Outre
le couplage de ces différentes techniques, des post-traitements des sorties peuvent effectués par filtre
de Kalman ou à l’aide des modèles statistiques pour affiner les prévisions initialement obtenues [119,
120, 121].

1.3.2.4 Modèles statistiques

Pour la prévision de la ressource solaire à des horizons infra-horaires et infra-journaliers, les
modèles de prévision statistiques élaborées à partir d’un historique de mesures effectuées sur un
site donné sont les plus utilisés. Ils regroupent les approches classiques de modélisation des séries
temporelles, telles que le modèle de persistance et les modèles autorégressifs [122, 123, 124, 125, 126],
et les outils fondés sur l’intelligence artificielle, telles que les arbres de régression [126], les k plus
proches voisins (kNN) [127, 128, 129], les réseaux de neurones artificiels (ANN) [67, 130, 131, 127,
132, 133, 129], la régression par machines à vecteurs de support (SVR) [134, 67, 135, 131, 127, 136]
et la régression par processus gaussien (GPR) [137, 138, 67, 131, 139].

Le GHI est non stationnaire, principalement en raison de la présence d’une périodicité journalière
et saisonnière (si des données couvrant plusieurs années sont considérées). Étant donné que la plupart
des approches classiques de séries temporelles sont bien adaptées aux signaux stationnaires ou quasi-
stationnaires, plusieurs techniques de prétraitement des données du GHI existent, telles que l’utilisation
de l’indice de clarté [65] et de l’indice ciel clair [76]. Grâce à leur capacité à modéliser des relations
complexes entre les entrées et les sorties, les approches fondées sur l’intelligence artificielle, qui
peuvent modéliser le GHI sans aucune étape de prétraitement spécifique, apparaissent comme la
meilleure alternative aux approches classiques de séries temporelles. En conséquence, les outils
d’apprentissage automatique sont devenus incontournables dans les études de prévision du GHI et de
la production PV. De nombreux auteurs ont montré qu’ils surpassent les approches classiques [67, 140,
131, 137].

Bien que les méthodes fondées sur l’intelligence artificielle arrivent à apprendre le comportement
stochastique de la couverture nuageuse au-dessus d’un site donné à travers l’historique de mesures,
elles ne peuvent pas anticiper certains phénomènes dynamiques tels que le mouvement des nuages
qui créent des changements soudains dans le GHI [75]. Cette limitation pourrait mettre en avant
les méthodes de prévision par caméra hémisphérique ou par imagerie satellitaire. Cependant, ces
modèles sont complexes et présentent une plusieurs limitations liées à leurs résolutions spatiale et
temporelle, à l’incertitude des paramètres d’entrée et aux hypothèses simplificatrices des modèles
physiques sous-jacents [75]. Par conséquent, l’utilisation des modèles statistiques pour la prévision de
la ressource solaire est prépondérante dans la littérature.

Les modèles statistiques peuvent également être alimentés par des données d’entrée exogènes
telles que les prévisions NWP pour améliorer les prévisions [141]. Ils peuvent aussi être combinés
entre eux ou avec les autres approches de prévision afin d’élaborer un modèle plus performant [141,
142, 143]. Ces différentes combinaisons sont regroupées sous le nom de modèles « hybrides » dans la
littérature. Pour un tour d’horizon des différentes combinaisons de modèles de prévision existantes
dans la littérature, on pourra consulter [144].

1.3.3 Prévision spatio-temporelle du GHI

L’interpolation spatiale est un ensemble des techniques visant à estimer la valeur d’un phénomène
physique donné en des sites non échantillonnés d’un domaine d’étude à partir des données connues
aux sur les sites d’observation. Pour la prévision dans le temps et dans l’espace du GHI, plusieurs
approches existent dans la littérature. Les approches les plus utilisées pour la prévision de la ressource
solaire sont : STARMA [145], STARIMA [145] et le krigeage [146]. Nous reviendrons plus en détails
sur ces approches dans le Chapitre 4.
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NOTE

Les modèles de prévision présentés dans ce manuscrit ont été développés en utilisant un serveur de
calcul équipé d’un processeur Intel® Xeon® E7-4890 v2 @ 2,80 GHz. Plusieurs boîtes à outils ont
été utilisés. Les modèles GPR ont été développés à l’aide de la boîte à outils Gaussian Processes for
Machine Learning Matlab Toolbox [147], le modèle LS-SVR à l’aide de la LS-SVM Matlab Toolbox
[148] et les modèles ANN à l’aide de la Deep Learning Matlab Toolbox. ♢

1.4 Critères de performance
La littérature scientifique regorge divers métriques pour évaluer la capacité de généralisation

d’un modèle de prévision. Cette section présente les critères utilisés pour mesurer la précision des
modèles de prévision développés dans ce manuscrit, à savoir la racine carrée de l’erreur quadratique
moyenne normalisée (ou nRMSE, pour normalized root mean square error), l’erreur absolue moyenne
dynamique (ou DMAE, pour dynamic mean absolute error), le score de compétence (ou SS, pour
skill score) et le critère IS (interval score) évaluant la qualité des prévisions à partir des intervalles de
confiances qui y sont associés.

1.4.1 La racine carrée de l’erreur quadratique moyenne normalisée

La racine carrée de l’erreur quadratique moyenne (ou RMSE, pour root mean square error) est
la métrique couramment utilisée dans la littérature scientifique pour évaluer les performances d’un
modèle de prévision, car elle permet d’avoir une bonne lisibilité ainsi qu’une bonne évaluation de
la précision des modèles [149]. Afin d’avoir des résultats faciles à interpréter, le RMSE est souvent
normalisé. Dans notre cas, nous avons choisi la version classique de normalisation du RMSE dans
laquelle on divise le RMSE par la moyenne des données. Le nRMSE se calcule par :

nRMSE =

√
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n
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2

1
n

n

∑
i=1

yi

(1.19)

où y ∈ Rn×1 est le vecteur de données de test et ŷ ∈ Rn×1 est le vecteur de prévisions.
Le nRMSE pénalise les grands écarts entre les prévisions et les mesures sans quantifier les erreurs

dues aux décalages temporels qui peuvent conduire à la mauvaise estimation des pics ou des rampes.
Afin d’évaluer simultanément l’erreur temporelle et l’erreur en amplitude, l’erreur absolue moyenne
dynamique (DMAE) [150] est aussi utilisée pour évaluer les performances des modèles de prévision
développés.

1.4.2 L’erreur absolue moyenne dynamique

Le critère DMAE est fondé sur une méthodologie d’alignement de deux séries temporelles par
transformation de l’axe temporel [151, 152]. L’alignement optimal est réalisé tout en minimisant
l’erreur absolue moyenne normalisée (ou nMAE, pour normalized mean absolute error) entre la série
temporelle alignée (les prévisions) et la série temporelle de référence (les observations). L’erreur
absolue moyenne est la valeur absolue de l’écart moyen entre les mesures et les prévisions. Sa version
normalisée, notée nMAE, se calcule par :

nMAE =
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(1.20)
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où y ∈ Rn×1 est le vecteur des observations et ŷ ∈ Rn×1 est le vecteur des prévisions.
La déformation de l’axe temporel nécessaire pour aligner les deux séries est mesurée grâce à

l’indice de distorsion temporelle (ou TDI, pour temporal distortion index) [151]. On pourra consulter
[150, 151, 152, 153] et les références qui y sont citées pour plus de détails sur l’algorithme de calcul
de l’indice de distorsion temporelle. Le TDI fait partie des nouvelles métriques introduites dans [153]
pour évaluer les performances des modèles de prévision de la ressource solaire et palier les limitations
des métriques usuelles tels que le RMSE et le MAE.

Le critère DMAE évalue simultanément l’erreur temporelle et l’erreur en amplitude entre les
prévisions et les observations. Ce critère est un compromis entre l’indice de distorsion temporelle et
l’erreur absolue moyenne. Il se calcule par :

DMAE =
∫ c

0
nMAE(tdi) f (tdi;λ ,c)dtdi (c,λ )> 0 (1.21)

où nMAE(tdi) est l’erreur absolue moyenne normalisée entre les prévisions et les mesures après
alignement de ces deux séries temporelles avec une distorsion temporelle égale à tdi, f (tdi;λ ,c) est
la densité conditionnelle d’une loi exponentielle de paramètre λ et c est la distorsion temporelle
maximale autorisée. La densité conditionnelle est donnée par :

f (tdi;λ ,c) =

{ λ exp(−λ tdi)
1−exp(−λ tdi)

si tdi ⩽ c

0 si tdi ⩾ c
(λ ,c)> 0 (1.22)

En d’autres termes, le DMAE considère les erreurs absolues moyennes entre les séries de prévisions
alignées et les mesures pour toutes les valeurs de TDI comprises entre 0 et c. Le critère DMAE inclut
également la densité conditionnelle d’une loi exponentielle de paramètre λ déterminant la région des
valeurs de DMAE où les erreurs associées seront plus pénalisées. Dans [150], pour une évaluation
juste des modèles de prévision dans le domaine des énergies renouvelables, les auteurs recommandent
une valeur maximale de 10% pour le paramètre c et une une valeur de 0,1 pour λ . Ici, nous avons
choisi λ = 0,1 et c = 5%.

1.4.3 Le skill score

La précision des prévisions de la ressource solaire varie non seulement selon l’horizon de temps,
mais aussi selon l’endroit considéré [72]. Ainsi, le nRMSE d’un modèle de prévision dépend fortement
des conditions atmosphériques de l’endroit considéré. Pour démontrer la qualité des performances
d’un modèle de prévision, son nRMSE doit être comparé au nRMSE d’un modèle de référence (ici, la
persistance sur l’indice ciel clair est utilisée comme référence). Ce modèle de référence quantifie la
prévisibilité du GHI sur un site particulier. Le skill score [154], noté SS, est le critère généralement
utilisé pour comparer les performances d’un modèle par rapport à celles d’un modèle de référence :

SS =

(
1− nRMSEModèle

nRMSERéférence

)
·100 (1.23)

où nRMSEModèle est le nRMSE du modèle de prévision et nRMSERéférence est le nRMSE de la persis-
tance sur l’indice ciel clair. Un score négatif indique que le modèle développé est moins performant
que la persistance sur l’indice ciel clair, tandis qu’un score positif démontre que le modèle développé
est meilleur que la persistance sur l’indice ciel clair.

1.4.4 L’interval score

Pour évaluer la qualité des prévisions à partir des intervalles de confiance qui y sont associés, nous
utilisons le score propre IS [155] défini par :

IS =
1
n

n

∑
i=1

(
(Ui −Li)+

2
α

max{Li − yi,yi −Ui,0}
)

(1.24)
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où y ∈ Rn×1 est le vecteur des observations, L ∈ Rn×1 est le vecteur des bornes inférieures des
intervalles de confiance, U ∈ Rn×1 est le vecteur des bornes supérieures des intervalles de confiance
et α = 1− µ , avec µ la valeur nominale associée aux intervalles de confiance. Ici, µ = 0,95, donc
α = 0,05. Ce critère privilégie les intervalles de confiance étroits et pénalise (avec un terme de pénalité
dépendant de α) les prévisions pour lesquelles l’observation est en dehors des intervalles de confiance.

1.5 Conclusion
Au cours de ce premier chapitre, le contexte dans lequel s’inscrivent les travaux réalisés dans ce

manuscrit a été présenté. Les objectifs et les résultats du projet « Smart Occitania »– le projet traite
du développement d’un démonstrateur de réseau électrique intelligent en milieu périurbain/rural en
région Occitanie – ont également été présentés. Cette thèse s’inscrit dans le cadre de ce projet. Les
travaux entrepris par PROMES-CNRS ont pour objectif le développement d’une stratégie de gestion
prévisionnelle d’un réseau électrique de distribution basse tension. Ce chapitre a permis de mieux
saisir la nécessaire mutation du réseau électrique de distribution qui fait face au déploiement d’une
production décentralisée, en particulier du solaire photovoltaïque.

On retiendra que la prévision du GHI à des fins de prévision de la production PV est un élément
clé du développement d’une stratégie de gestion prévisionnelle du réseau électrique de distribution.
Un état de l’art des modèles de prévision du GHI a été présenté à la Section 1.3. Contrairement aux
modèles numériques de prévision météorologique et aux modèles fondés sur une caméra à grand angle
de champ ou sur l’imagerie satellitaire, les modèles de prévision statistiques fondés sur l’analyse d’une
base de données et sur l’apprentissage automatique ont l’avantage de pouvoir fournir des prévisions
à divers horizons de temps et sont sans doute les plus utilisés pour la prévision du GHI. Nous avons
également vu que le GHI peut se décomposer en un éclairement par ciel clair et un indice ciel clair.
Cette décomposition est le point de départ de certains modèles de prévision. Cependant, les outils de
l’apprentissage automatique peuvent prévoir directement le GHI, c’est-à-dire sans passer par l’étape
de décomposition du GHI où un modèle ciel clair est utilisé pour prévoir l’éclairement par ciel clair.
Ainsi, en utilisant ces outils, on s’affranchit de l’utilisation d’un modèle ciel clair dont le choix requiert
une certaine vigilance, car les erreurs commises sur la prévision de l’éclairement par ciel clair peuvent
rapidement devenir préjudiciables. Notre choix de modèle se porte donc sur les modèles fondés sur
l’apprentissage automatique.

Le Chapitre 2 fait une étude comparative des modèles de prévision fondés sur l’apprentissage
automatique afin d’identifier la méthode la plus adaptée à la prévision du GHI. Le Chapitre 3 fait le
choix de l’entrée adéquate pour les modèles fondés sur la régression non paramétrique par processus
gaussien dédiés à la prévision du GHI. Le Chapitre 4 traite de la prévision spatio-temporelle du GHI. Il
s’agit d’un premier pas vers la prévision, dans le temps et l’espace, du GHI où l’on cherche à identifier
un noyau spatial à associer au noyau identifié au Chapitre 3 pour la prévision dans le temps et dans
l’espace du GHI par modèles fondés sur la régression non paramétrique par processus gaussien.
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Chapitre 2

Étude comparative des modèles fondés sur
l’apprentissage automatique pour la
prévision multi-horizon de l’éclairement
global horizontal

2.1 Introduction
Grâce à l’état de l’art des modèles de prévision du GHI proposé dans le chapitre précédent, on

comprend que les modèles de prévision statistiques, fondés sur l’analyse d’une base de données et
l’apprentissage automatique, sont très utilisés pour la prévision localisée du GHI. Bien que ces modèles
ne puissent pas prévoir avec succès l’occurrence de phénomènes atmosphériques (tels que le passage
d’un nuage devant le Soleil, par exemple), ils permettent de réaliser des prévisions à divers horizons de
temps (voir la Figure 1.14 à la Sous-section 1.3.2 du Chapitre 1).

Parmi les outils de l’apprentissage automatique utilisés pour la prévision du GHI, les plus populaires
sont : les réseaux de neurones artificiels (ou ANN, pour artificial neural networks), les machines
à vecteurs de support (ou SVM, pour support vector machines) et les processus gaussiens (ou GP
pour Gaussian processes). Ils ont été largement étudiés dans la littérature [67, 131, 137, 140] et
ont prouvé leur capacité à fournir de très bonnes prévisions. Plusieurs études comparatives existent
dans la littérature [67, 140], mais les auteurs ont souvent du mal à départager ces outils et à donner
des recommandations claires quant à celui utiliser pour obtenir les meilleures prévisions. En effet,
concernant la prévision localisée du GHI par des outils de l’apprentissage automatique, plusieurs
points de divergence existent encore.

— Dans la plupart des études, les auteurs utilisent des données échantillonnées à 1h ou plus
(Tableau 2.1). Ce pas de temps entraîne une simplification importante de la dynamique du GHI,
comme illustré à la Figure 2.1, ce qui facilite les prévisions.

— Les méthodes ne sont pas toujours bien optimisées et calibrées au GHI. Par exemple, en utilisant
la méthode de régression par processus gaussien, le noyau isotrope par défaut (c’est-à-dire le
noyau SE, pour squared exponential) est généralement le plus utilisé [71, 67]. Cependant, un
noyau particulièrement adapté à l’application en question a une influence significative sur les
résultats [137].

— Concernant les variables d’entrée, dans certaines études, les auteurs ne considèrent que des
données endogènes, tandis que d’autres utilisent en plus des variables exogènes, ce qui ne permet
pas de faire des comparaisons justes et équitables entre les méthodes.

— Certains auteurs prévoient directement le GHI, d’autres l’indice ciel clair (en utilisant des mo-
dèles ciel clair comme étapes de pré- et post-traitement) ou même la production photovoltaïque.
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FIGURE 2.1 – Différence entre les dynamiques du GHI échantillonné à 10min et à 1h. Les mesures
ont été réalisées au laboratoire PROMES-CNRS, situé à Font-Romeu-Odeillo-Via, en région Occitanie.

Par conséquent, bien que la prévision du GHI soit au cœur de plusieurs études dans la littérature
scientifique, une étude comparative approfondie des modèles fondés sur les outils de l’apprentissage
automatique utilisant uniquement des données endogènes, sans aucune étape de prétraitement, pour
la prévision localisée du GHI à des horizons infra-horaires et infra-journaliers est, à notre connais-
sance, inexistante. En effet, une question reste toujours sans réponse : quel outil de l’apprentissage
automatique pour la prévision multi-horizon du GHI? Pour répondre à cette question, une étude
comparative impliquant trois outils (GPR, SVR et ANN) a été menée afin de choisir l’outil adapté à
notre application. En effet, la stratégie de contrôle prédictif développée dans le cadre du projet « Smart
Occitania » peut être mise en œuvre en temps réel, avec un pas de temps de 10min. La prise de décision
est fondée sur la connaissance du comportement du système et sur des prévisions de grandeurs tels que
la production photovoltaïque influant sur la dynamique du système tels à horizons de temps allant de
10min à 24h à pas de temps de 10min (144 horizons de temps au total).

Les modèles sont développés en utilisant un jeu de données couvrant 2018 et 2019 issu de mesures
réalisées sur le site de Font-Romeu-Odeillo-Via (voir la Sous-sous-section 1.2.6.1 du Chapitre 1 pour
la description de ces données). Les données de l’année 2018 sont utilisées pour l’apprentissage des
modèles et celles de 2019 pour le test. Les modèles sont évalués sur des données couvrant une année
afin de mettre en évidence leur robustesse face à toutes les conditions atmosphériques. Afin de faciliter
l’apprentissage des modèles, les données sont normalisées en utilisant la méthode de normalisation
min-max.

NOTE

La normalisation min-max d’une variable X s’effectue par :

X ′ =
X −Xmin

Xmax −Xmin
(2.1)

où X ′ est la variable normalisée, Xmin est le minimum et Xmax est le maximum. ♢

La Section 2.2 définit la prévision multi-horizon et expose les différentes stratégies de développe-
ment de modèles de prévision multi-horizons. La Section 2.3 décrit les modèles fondés sur les trois
outils de l’apprentissage automatique développés. La Section 2.4 présente les résultats de prévision.

2.2 Prévision multi-horizon
Dans notre application, le gestionnaire du réseau électrique de distribution a besoin de prévisions

du GHI à des horizons de temps allant de 10min à 24h, avec un pas de temps de 10min. Les
modèles développés doivent donc être capable de fournir des prévisions multi-horizons. La prévision
multi-horizon consiste à prévoir plusieurs observations futures d’une série temporelle à partir de la
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connaissance d’un historique d’observations. Plusieurs stratégies de développement de modèles de
prévision multi-horizon existent dans la littérature.

2.2.1 Stratégie itérative

Elle consiste à élaborer un modèle de prévision à un pas et à itérer les prévisions de ce modèle
jusqu’à l’obtention de la prévision à l’horizon de temps considéré [156]. Tout d’abord, le modèle
fournit une prévision à un pas. Ensuite, cette valeur prévue est introduite dans les données d’entrée pour
produire la prévision au pas suivant et ainsi de suite jusqu’à l’horizon de temps souhaité. L’avantage de
cette stratégie est qu’on a un seul modèle à entraîner. Cependant, cette stratégie souffre, surtout à long
terme, d’une accumulation d’erreurs en itérant les prévisions qui affecte la capacité de généralisation
du modèle [156, 157].

2.2.2 Stratégie directe

Elle consiste à prévoir indépendamment les valeurs de la grandeur étudiée aux horizons de
temps considérés [156, 157]. Il est donc nécessaire de développer plusieurs modèles mono-horizons.
Cette stratégie permet d’éviter l’accumulation d’erreurs constatée dans la stratégie itérative, mais le
développement de modèles mono-horizons peut être astreignant en termes de temps de calcul lorsque
de nombreux horizons de temps sont considérés. De plus, étant donné que les modèles sont entraînés
de manière indépendante, la stratégie directe ne permet pas de prendre en compte les dépendances
pouvant exister entre les prévisions, ce qui peut être préjudiciable à la précision des prévisions.

2.2.3 Stratégie directe-itérative

Cette stratégie est une combinaison des stratégies directe et itérative. Des modèles mono-horizons
sont développés et, à chaque horizon de temps considéré, le modèle donnant la prévision à cet horizon
de temps intègre dans ses données d’entrée la prévision du modèle mono-horizon dédié à l’horizon
de temps précédent [156]. Cette stratégie permet de surmonter les limitations des stratégies directe et
itérative.

Outre ces trois stratégies à sortie unique, on peut aussi développer des modèles de prévision à
plusieurs sorties (chaque sortie correspondant à chaque horizon de temps considéré) [156, 157]. Cela
permet d’éviter l’hypothèse d’indépendance faite par la stratégie directe ainsi que l’accumulation
d’erreurs dont souffre la stratégie itérative. Toutefois, un tel modèle est complexe à élaborer. Une
combinaison de la stratégie directe et de celle à plusieurs sorties peut aussi être trouvée dans la
littérature [156].

Dans les études de prévision du GHI, l’utilisation de la stratégie directe est très courante [67, 140].
Par ailleurs, dans certaines études, la période d’échantillonnage des données est généralement modifiée
pour correspondre à chaque horizon de temps considéré, ce qui peut entraîner une simplification
significative de la dynamique du GHI [131]. Cependant, dans notre cas où le coût calculatoire des
algorithmes doit être maîtrisé et des horizons de temps allant de 10min à 24h, avec un pas de temps
de 10min, sont nécessaires, développer des modèles de prévision mono-horizons reviendrait à élaborer
144 modèles, ce qui est exigeant en termes de temps calcul. Par conséquent, pour le développement des
modèles de prévision multi-horizons dans ce chapitre, la stratégie itérative est adoptée. D’après l’étude
comparative des différentes stratégies de développement de modèles de prévision multi-horizons
menée dans [156], cette stratégie s’avère être la plus rapide et la plus simple, surtout dans le cas où de
nombreux horizons de temps sont considérés. Pour notre étude comparative, les modèles de prévision
à un pas (ici à ∆t = 10min) fondés sur les outils GPR, SVR et ANN sont développés et les prévisions
sont itérées jusqu’à un horizon de 24h.
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2.3 Description des modèles développés
Cette section présente les trois différents outils de l’apprentissage automatique utilisés pour la

prévision du GHI, à savoir : la régression par processus gaussien, la régression par machines à vecteurs
de support et la régression par réseaux de neurones artificiels. Pour la description de ces outils,
nous considérons un ensemble de données d’apprentissage D = {(xi,yi),1 ⩽ i ⩽ n}, où xi ∈ RD

est un vecteur d’observations passées du GHI, yi ∈ R est la valeur du GHI au pas de temps suivant,
correspondant donc à la prévision à un pas du GHI, et n est le nombre d’échantillons. Nous regroupons
tous les vecteurs d’entrée xi dans une matrice X ∈ Rn×D et dans un vecteur y ∈ Rn toutes les sorties
correspondantes yi.

2.3.1 Les processus gaussiens

2.3.1.1 Définition

Un processus gaussien (GP) est un processus aléatoire dont toutes les lois fini-dimensionnelles sont
gaussiennes. Pour f un processus gaussien, on écrira f (x)∼ GP(µ(x),k(x,x′)), où x et x′ sont des
variables d’entrée, µ(x) = E[ f (x)] est la fonction moyenne et k(x,x′) = E

[
( f (x)−µ(x))( f (x′)−

µ(x′))T
]

est la fonction de covariance, également appelée noyau. Un GP est complètement défini
par sa fonction moyenne et sa fonction de covariance. Pour des raisons de simplicité et puisque le
noyau suffit généralement à encoder les connaissances a priori sur la fonction à apprendre, la fonction
moyenne est souvent considérée nulle.

2.3.1.2 La régression par processus gaussien

Considérons le modèle de régression standard :

y = f (x)+ ε (2.2)

où x est une variable d’entrée, y une variable de sortie, f est la fonction de régression et ε ∼N (0,σ2
ε )

est un bruit gaussien indépendant et identiquement distribué.
La méthode de régression par processus gaussien est une approche bayésienne non paramétrique

[147] permettant de résoudre des problèmes de régression. Elle consiste à construire une distribution
gaussienne a priori sur les fonctions de régression à partir des données d’apprentissage D .

NOTE

L’objectif d’un modèle de régression est de modéliser la relation existante entre les données d’entrée
et celles de sortie à valeurs réelles. La régression non paramétrique est une forme de régression
dans laquelle la fonction d’estimation ne prend pas de forme prédéterminée, mais est construite
à partir des informations provenant des données. Les méthodes paramétriques font l’hypothèse
que le modèle peut être caractérisé par un vecteur de paramètres de dimension finie. Les modèles
non paramétriques permettent d’éviter les choix souvent restrictifs des modèles paramétriques en
définissant une distribution a priori sur des espaces de fonctions de dimension infinie. ♢

Considérons X∗ une matrice de vecteurs d’entrée des données de test. En supposant que f (x)∼
G P(µ(x),k(x,x′)) et ε ∼ N (0,σ2

ε ), le vecteur d’observations y et les images des entrées de
l’ensemble des données de test X∗ par la fonction f∗ suivent une distribution gaussienne conjointe.
Par conséquent, la densité prédictive postérieure est également gaussienne [147] :

f∗ |X,y,X∗ ∼ N (µ∗,σ2
∗) (2.3)

où la moyenne prédite µ∗ et la variance prédictive σ2
∗ sont respectivement données par :

µ∗ = µ(X∗)+KT
∗ (K+σ2

ε I)
−1(y−µ(X)) (2.4)

σ2
∗ =K∗∗−KT

∗ (K+σ2
ε I)

−1K∗ (2.5)
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avec f∗ = f (X∗), K∗ = k(X,X∗), K∗∗ = k(X∗,X∗), et K = k(X,X). La moyenne indique la
valeur prédite et la variance permet de déterminer l’intervalle de confiance autour de la valeur prédite.

Voyons ce que donne la moyenne prédictive dans le cas d’un seul vecteur d’entrée de test x∗. La
moyenne prédite (équation (2.4)) devient :

µ∗ = µ(x∗)+kT
∗ (K+σ2

ε I)
−1(y−µ(X)) (2.6)

où k∗ =
[
k(x1,x∗) k(x2,x∗) . . . k(xn,x∗)

]T. Ainsi, dans ce cas, la moyenne prédite µ∗ (équa-
tion 2.6) peut s’écrire comme une combinaison linéaire de fonctions noyaux, chacune centrée sur un
point d’apprentissage :

µ∗ = µ(x∗)+
n

∑
i=1

αik(xi,x∗) (2.7)

où α= (K+σ2
ε I)

−1(y−µ(X)). Les coefficients αi, également appelés paramètres, sont mis à jour
chaque fois qu’une nouvelle observation est ajoutée à l’ensemble d’observations, contrairement aux
paramètres du noyau, appelés hyperparamètres, qui ne changent pas une fois l’apprentissage terminé.

La régression par processus gaussien fournit naturellement une distribution prédictive, à partir de
laquelle les intervalles de confiance à 95 % sont obtenus :

IC = µ∗±1,96
√
σ2∗ (2.8)

où IC sont les limites de l’intervalle de confiance, µ∗ est la moyenne prédictive et σ2
∗ est la variance

prédictive.

2.3.1.3 Les fonctions de covariance

Un noyau formule les hypothèses relatives à la fonction sous-jacente à apprendre et quantifie la
similarité entre les valeurs de la fonction pour différentes variables d’entrée x et x′ [147, 158]. Ces
hypothèses peuvent être, par exemple, à quel point la fonction est régulière ou si elle est périodique.
Le choix du noyau a un impact crucial sur la performance d’un modèle GPR [137]. Toute fonction
peut être utilisée comme noyau tant que la matrice de covariance résultante est semi-définie positive.

2.3.1.3.1 Noyaux de base Pour bien apercevoir l’impact d’un noyau sur la performance d’un
modèle GPR, examinons les structures de distributions a priori encodées par les noyaux de base. Pour
des variables d’entrée x, x′ ∈ R, quelques noyaux de base couramment utilisés sont décrits ci-après.
Pour une liste exhaustive des noyaux, on pourra consulter [147].

— Le noyau bruit blanc (ou WN, pour white noise), noté kWN, est donné par :

kWN(x,x′) = σ2δ (x− x′) (2.9)

où σ est l’amplitude. Lors de la modélisation par GPR, un bruit blanc additif gaussien – l’estima-
tion de la variance du bruit est faite à partir des données – est ajouté au noyau (équation (2.2)).

— Le noyau linéaire (ou Lin, pour linear), noté kLin, est donné par :

kLin(x,x′) = σ2(x− ℓ)(x′− ℓ) (2.10)

où σ est l’amplitude et ℓ le paramètre de corrélation. Ce noyau permet de modéliser des fonctions
linéaires.

— Le noyau exponentiel quadratique (ou SE, pour squared exponential), noté kSE, est donné par :

kSE(x,x′) = σ2 exp
(
−(x− x′)2

2ℓ2

)
(2.11)
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où σ est l’amplitude et ℓ est le paramètre de corrélation. Ce noyau permet de modéliser des
fonctions régulières. C’est la fonction de covariance de base couramment choisie par défaut, car
il est parcimonieux et ses paramètres à estimer sont faciles à interpréter. De plus, il peut être
considéré comme un noyau universel, capable d’apprendre le comportement de n’importe quelle
fonction continue avec suffisamment de données, sous certaines conditions qui sont étudiées
dans [159].

— Le noyau quadratique rationnel (ou RQ, pour rational quadratic), noté kRQ, est donné par :

kRQ(x,x′) = σ2
(

1+
(x− x′)2

2αℓ2

)−α

(2.12)

où σ est l’amplitude et ℓ est le paramètre de corrélation et α est le paramètre de pondération des
variations à grande et à petite échelles. Ce noyau peut être considéré comme une somme infinie
de noyaux SE avec différents paramètres de corrélation tirés d’une distribution bêta [147]. Il
permet de modéliser des fonctions variant de façon régulière sur plusieurs échelles.

— Les noyaux de la classe Matérn sont donnés par :

kMν (x,x
′) = σ2 1

2ν−1Γ(ν)

(√
2ν

|x− x′|
ℓ

)ν
·Bν

(√
2ν

|x− x′|
ℓ

)
(2.13)

où σ est l’amplitude, ℓ est le paramètre de corrélation, Γ est la fonction Gamma et Bν est la
fonction de Bessel modifiée de seconde espèce d’ordre ν . Le paramètre ν contrôle le degré
de régularité du processus gaussien résultant. Pour ν = 1

2 , le noyau exponentiel (ou E, pour
exponential), noté kE, est donné par :

kE(x,x′) = σ2 exp
(
−|x− x′|

ℓ

)
(2.14)

où σ est l’amplitude et ℓ est le paramètre de corrélation. C’est le noyau le moins régulier de la
classe Matérn. Deux autres noyaux de base de la classe Matérn souvent utilisés correspondant
respectivement à ν = 3

2 et ν = 5
2 , respectivement notés kM3/2 et kM5/2 , sont donnés par :

kM3/2(x,x
′)=σ2

(
1+

√
3
|x− x′|

ℓ

)
· exp

(
−
√

3
|x− x′|

ℓ

)
(2.15)

kM5/2(x,x
′)=σ2

(
1+

√
5
|x− x′|

ℓ
+
√

5
(x− x′)2

3ℓ2

)
· exp

(
−
√

5
|x− x′|

ℓ

)
(2.16)

où σ est l’amplitude et ℓ est le paramètre de corrélation. Ces noyaux sont définis du moins
régulier au plus régulier.

— Le noyau périodique (ou Per, pour periodic), noté kPer, est donné par :

kPer(x,x′) = σ2 exp

−
2sin2

(
π(x−x′)

P

)
ℓ2

 (2.17)

où σ est l’amplitude, ℓ est le paramètre de corrélation et P est la période. Ce noyau permet de
modéliser des fonctions ayant des structures répétitives.

La Figure 2.2 présente une représentation graphique des noyaux de base usuels kLin, kSE, kPer, kE,
kM3/2 et kM5/2 , de leurs hyperparamètres et des exemples de réalisations. Le noyau kSE est représenté
avec différents paramètres pour montrer l’influence des hyperparamètres sur la forme de la fonction
à apprendre. Les noyaux de base peuvent être combinés par addition ou multiplication afin de créer
des fonctions de covariances adaptées à l’application en question. Des exemples de fonctions pouvant
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être modélisées par le noyau quasi-périodique kPer×RQ – ce noyau est utilisé dans le Chapitre 3 pour
modéliser le GHI – sont également présentés sur la Figure 2.2. Le noyau kPer×RQ est donné par :

kPer×RQ = σ2 exp

−
2sin2

(
π(x−x′)

P

)
ℓ2

1

 ·
(

1+
(x− x′)2

2αℓ2
2

)−α

(2.18)

où σ est l’amplitude, ℓ1 et ℓ2 sont les paramètres de corrélation, P est la période et α est le paramètre
de pondération des variations multi-échelles.

kSE (ℓ= 2,5) 3 réalisations

kSE (ℓ= 0,5) 3 réalisations

kSE (ℓ= 10) 3 réalisations

kM3/2 (ℓ= 2,5) 3 réalisations

kE (ℓ= 2,5) 3 réalisations

kLin (ℓ= 1) 3 réalisations

kRQ (ℓ= 2,5 et α = 1,1) 3 réalisations

kPer (P = 4 et ℓ= 1) 3 réalisations

kM5/2 (ℓ= 2,5) 3 réalisations

kPer×RQ (P = 4, ℓ= 1 et α = 1,1) 3 réalisations

FIGURE 2.2 – Représentation graphique des noyaux de base usuels et d’un noyau combiné avec les
valeurs de leurs hyperparamètres et exemples de réalisations. kSE est le noyau exponentiel quadratique,
kLin est le noyau linéaire, kRQ est le noyau quadratique rationnel, kPer est le noyau périodique, kE, kM3/2

et kM5/2 sont des noyaux de la classe Matérn d’ordre 1
2 , 3

2 et 5
2 respectivement. kPer×RQ est le noyau

combiné résultant du produit d’un noyau périodique et d’un noyau quadratique rationnel. P est la
période, ℓ est le paramètre de corrélation et α est le paramètre de pondération des variations à grande
et à petite échelles.
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2.3.1.3.2 Noyaux utilisés Concernant la prévision du GHI par GPR, les auteurs choisissent généra-
lement des noyaux isotropes [71, 67]. Cependant, en utilisant un historique d’observations comme
entrées du modèle, la fonction à apprendre fait face à une variable d’entrée multidimensionnelle
qui ne varie pas forcément de manière isotrope suivant chaque dimension du vecteur d’entrée. Il
serait alors préférable d’utiliser des noyaux qui définissent un paramètre de corrélation spécifique
et approprié à chaque dimension du vecteur d’entrée. C’est pourquoi les noyaux avec détermination
implicite automatique du niveau de pertinence de chaque dimension du vecteur d’entrée (ou ARD, pour
automatic relevance determination) peuvent être utilisés pour modéliser des fonctions dont l’entrée
est multidimensionnelle. De plus, des structures additives peuvent être développées pour les noyaux
ARD afin de modéliser les corrélations entre les dimensions d’entrée et ainsi améliorer la capacité de
généralisation des modèles, surtout pour les horizons à long terme [160]. Afin de choisir les noyaux
ARD adaptés à notre étude, plusieurs noyaux ont été testés et les plus performants ont été retenus. Ces
derniers sont décrits ci-après.

— Le noyau exponentiel quadratique avec ARD, noté kSE−ARD, est exprimé comme un produit de
noyaux SE avec différents paramètres de corrélation :

kSE−ARD(x,x
′) = σ2 exp

(
−1

2

D

∑
d=1

(xd − x′d)
2

ℓ2
d

)
(2.19)

où σ est l’amplitude et ℓ1, ℓ2, . . . , ℓD > 0 sont les paramètres de corrélation qui contrôlent
la variation de la fonction suivant chaque dimension du vecteur d’entrée. Ce noyau est une
fonction de covariance à entrée multidimensionnelle couramment choisie par défaut, car il est
parcimonieux et ses paramètres à estimer sont faciles à interpréter.

— Le noyau quadratique rationnel avec ARD, noté kRQ−ARD, est donné par :

kRQ−ARD(x,x
′) = σ2

(
1+

1
2α

D

∑
d=1

(xd − x′d)
2

ℓ2
d

)−α

(2.20)

où α > 0 est un paramètre de pondération des variations à grande et à petite échelles. Le noyau
RQ peut être considéré comme une somme infinie de noyaux SE avec différents paramètres de
corrélation [147] et modélise les fonctions qui varient de façon régulière sur plusieurs échelles.
De manière analogue, le noyau RQ−ARD, qui permet de modéliser des fonctions présentant
des variations multi-échelles suivant chaque dimension du vecteur d’entrée, peut être considéré
comme une somme infinie de noyaux SE−ARD.

Les Figures 2.3 et 2.4 présentent le principe de la prévision du GHI par les modèles GPR fondés
sur les noyaux kSE−ARD et kRQ−ARD.

GHI(t −∆t)
GHI(t −2∆t)

...
GHI(t −D∆t)

GPR avec noyau kSE−ARD

(équation (2.19))
GHI(t)

FIGURE 2.3 – Modèle de prévision GPR fondé sur le noyau kSE−ARD, où [GHI(t −∆t), GHI(t −
2∆t), . . . , GHI(t −D∆t)]T est un vecteur d’observations et ∆t = 10min est le pas de temps.

2.3.1.4 Algorithme d’apprentissage

Les hyperparamètres θ d’un modèle GPR, qui regroupent les paramètres impliqués dans le noyau et
la variance du bruit, doivent être déduits des données d’entraînement. En pratique, ils sont généralement
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GHI(t −∆t)
GHI(t −2∆t)

...
GHI(t −D∆t)

GPR avec noyau kRQ−ARD

(équation (2.20))
GHI(t)

FIGURE 2.4 – Modèle de prévision GPR fondé sur le noyau kRQ−ARD, où [GHI(t −∆t), GHI(t −
2∆t), . . . , GHI(t −D∆t)]T est un vecteur d’observations et ∆t = 10min est le pas de temps.

estimés en maximisant le logarithme de la vraisemblance marginale donné par :

L (θ) =−1
2

(
yT
(
K+σ2

ε I
)−1

y+ log
(

det
(
K+σ2

ε I
))

+n log(2π)
)

(2.21)

Cette fonction L (θ) est généralement non convexe par rapport aux hyperparamètres. L’espace du
problème peut avoir de nombreux optima locaux et les hyperparamètres optimisés, qui dépendent de
leur initialisation, peuvent ne pas être l’optimum global [147]. Une approche classique pour pallier ce
problème est d’utiliser divers points de départ choisis aléatoirement à partir d’une distribution préalable
appropriée. Une étude traitant de l’impact des distributions a priori des hyperparamètres initiaux sur
les performances des modèles GPR a été menée dans [161] et les auteurs sont arrivés à la conclusion
que des hypothèses simples telles que la distribution uniforme dans un intervalle de valeurs approprié
peuvent être suffisants dans l’optique d’une modélisation par GPR en termes de prévisibilité.

Pour l’initialisation des hyperparamètres θ, les choix suivants ont été faits : l’hyperparamètre
σ2 a été initialisé à la variance des données d’apprentissage et les autres hyperparamètres sont tirés
aléatoirement d’une distribution uniforme θi ∼ U (0,1).

2.3.2 Les machines à vecteurs de support

Les machines à vecteurs de support (ou SVM, pour support vector machines), développées au
cours des dernières décennies [162, 163, 164, 165, 166], sont des systèmes d’apprentissage initialement
définis pour la discrimination (prévision d’une variable qualitative binaire). Elles sont basées sur la
recherche de l’hyperplan de marge optimale qui, lorsque c’est possible, classe ou sépare correctement
les données tout en étant le plus éloigné possible de toutes les observations. Le principe est donc de
trouver un classifieur, ou une fonction de discrimination, dont la capacité de généralisation est la plus
grande possible. L’algorithme SVM, qui est une généralisation non linéaire de la méthode développée
dans [167], est basé sur un algorithme d’apprentissage issu de la théorie de l’optimisation et ancré
dans le cadre de l’apprentissage statistique [162, 168]. Les SVM, développées initialement pour la
reconnaissance de formes [165], présentent également de bonnes performances pour la modélisation
des séries temporelles et ont été appliquées avec succès aux problèmes de régression et de prévision
des séries temporelles [164, 166].

Le principe de base des SVM est de ramener le problème de discrimination à celui, linéaire, de la
recherche d’un hyperplan optimal. Deux astuces permettent d’atteindre cet objectif :

— la première consiste à définir l’hyperplan comme solution d’un problème d’optimisation sous
contraintes dont la fonction objectif ne s’exprime qu’à l’aide de produits scalaires entre vecteurs
et dans lequel le nombre de contraintes « actives » ou « vecteurs supports » contrôle la complexité
du modèle ;

— le passage à la recherche de surfaces séparatrices non linéaires est obtenu par l’introduction d’une
fonction de covariance ou noyau induisant implicitement une transformation non linéaire des
données vers un espace intermédiaire de plus grande dimension. D’où l’appellation couramment
rencontrée de machine à noyau (ou kernel machine).
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2.3.2.1 Régression par machine à vecteurs de support

La régression par machine à vecteurs de support (SVR) ramène la matrice d’entrée X vers un
espace intermédiaire de plus grande dimension F par le biais d’une fonction non linéaire φ afin
d’effectuer une régression linéaire dans cet espace. La fonction de régression linéaire f dans F est
donnée par :

f (x) =wTφ(x)+b (2.22)

où le poids w et le biais b sont obtenus en résolvant un problème d’optimisation convexe.
Dans [162], le but de la régression par machines à vecteurs de support est de trouver une fonction

f qui soit aussi plate (hyperplan) que possible et qui présente une erreur maximale ε par rapport aux
sorties yi pour toutes les entrées des données d’apprentissage. Ce problème peut être formulé comme
un problème d’optimisation convexe [166]. En outre, des variables muettes ξi, ξ ∗

i sont introduites pour
relaxer le problème d’optimisation [162].

Les équations (2.23) et (2.24) décrivent le problème d’optimisation convexe comme suit :

min
w,ξ(∗)

(
1
2
wTw+C

n

∑
i=1

(ξi +ξ ∗
i )

)
(2.23)

où C > 0 détermine la marge, soumis aux contraintes suivantes :

∀i,


yi − (wTφ(xi)+b)⩽ ε +ξi

(wTφ(xi)+b)− yi ⩽ ε +ξ ∗
i

ξi,ξ ∗
i ⩾ 0

(2.24)

Il a été démontré dans [166] que le problème d’optimisation peut être résolu plus facilement dans
sa formulation duale en utilisant des multiplicateurs de Lagrange. La forme duale de ce problème est :

min
α(∗)

(
1
2

n

∑
i=1

n

∑
j=1

(αi −α∗
i )(α j −α∗

j )k(xi,x j)+ ε
n

∑
i=1

(αi +α∗
i )−

n

∑
i=1

yi(αi −α∗
i )

)
(2.25)

soumis à :

∀i,


0 ⩽ αi,α∗

i ⩽C
n

∑
i=1

(αi −α∗
i ) = 0

(2.26)

où αi, α∗
i sont des multiplicateurs de Lagrange et k est une fonction noyau, définie comme suit :

k(x,x′) = φT(x)φ(x′) (2.27)

Les poids w sont définis par :

w =
n

∑
i=1

(αi −α∗
i )φ(xi) (2.28)

Ainsi, la fonction de régression est donnée par :

f (X) =
n

∑
i=1

(αi −α∗
i )k(xi,X)+b (2.29)

Les algorithmes d’apprentissage doivent résoudre le problème d’optimisation (équations (2.23) et
(2.24)), qui devient plus complexe et nécessite beaucoup de temps de calcul lorsqu’un grand ensemble
de données est considéré. Afin de réduire la complexité algorithmique, une méthode équivalente
de régression par machines à vecteur de support couplée aux moindres carrés (ou LS-SVR, pour
Least Squares Support Vector Regression) a été introduite [169]. Dans cette méthode, les contraintes
d’inégalité sont remplacées par des contraintes d’égalité, ce qui réduit considérablement le temps de
calcul.
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2.3.2.2 Modèle LS-SVR

La fonction de perte J est définie par :

J(w,e) =
1
2
wTw+

1
2

γ
n

∑
i=1

e2
i (2.30)

où γ est une constante et ei est l’erreur. Le problème d’optimisation peut être décrit par :

min
w,e

J(w,e) (2.31)

où γ est soumis à :

∀i, yi =wTφ(xi)+b+ ei (2.32)

où φ est la fonction non linéaire dans F et b est le biais.
Le lagrangien du problème d’optimisation est donné par :

L = J(w,e)−
n

∑
i=1

αi[w
Tφ(xi)+b+ ei − yi] (2.33)

où αi est un multiplicateur de Lagrange. Les dérivées partielles de L sont données par :

∂L
∂w

= 0 ⇒w =
n

∑
i=1

αiφ(xi)

∂L
∂b

= 0 ⇒
n

∑
i=1

αi = 0

∂L
∂ei

= 0 ⇒ αi = γei

∂L
∂αi

= 0 ⇒wTφ(xi)+b+ ei − yi = 0

(2.34)

En éliminant w et ei de l’équation (2.34) nous pouvons formuler le problème sous forme matricielle :[
0 1

T
n

1n K+ 1
γ I

][
b
α

]
=

[
0
y

]
(2.35)

où :

K(i, j) = k(xi,x j) = φ(xi)
Tφ(x j) (2.36)

Donc, en utilisant l’équation (2.34), la fonction de régression du modèle LS-SVR est :

y = f (X) =
n

∑
i=1

αik(X,xi)+b (2.37)

2.3.2.3 Fonction de covariance

Parmi les noyaux qui peuvent être utilisés dans la régression par machines à vecteurs de support
(noyaux linéaire, polynomial et à fonction de base radiale), nous avons opté pour le noyau à fonction
de base radiale (ou RBF, pour radial basis function) pour modéliser et prévoir le GHI. Ce noyau, plus
flexible que les noyaux linéaire et polynomial, est capable de représenter des relations complexes entre
les données et est adapté au GHI. Le noyau RBF est donné par :

kRBF(xi,x j) = exp
(
−∥xi −x j∥2

2δ 2

)
(2.38)

où δ est le paramètre de corrélation. Ici, δ et γ sont estimés en utilisant la méthode de recherche par
grille gridsearch. Le principe de la prévision du GHI par modèle LS-SVR est présenté sur la Figure 2.5.

Pour le LS-SVR, la méthode développée dans [170] pour la construction d’intervalles de confiance
est utilisée pour obtenir les intervalles de confiance.
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GHI(t −∆t)
GHI(t −2∆t)

...
GHI(t −D∆t)

LS-SVR avec noyau kRBF

(équation (2.38))
GHI(t)

FIGURE 2.5 – Modèle de prévision LS-SVR fondé sur le noyau kRBF, où [GHI(t −∆t), GHI(t −
2∆t), . . . , GHI(t −D∆t)]T est un vecteur d’observations et ∆t = 10min est le pas de temps.

2.3.3 Les réseaux de neurones artificiels

Les réseaux de neurones artificiels (ou ANN, pour artificial neural networks) sont des approches
connexionnistes inspirées du fonctionnement des neurones biologiques, largement utilisées pour la
prévision de séries temporelles [171], en particulier pour la prévision de la ressource solaire [172,
133, 67, 132]. En effet, les ANN sont des outils puissants permettant, notamment, de résoudre des
problèmes de régression. Un réseau de neurones artificiels est entièrement défini par son architecture
(ou topologie), ses paramètres (poids synaptiques et biais) et l’algorithme d’apprentissage utilisé.

Si les réseaux de neurones à propagation avant ont été les plus utilisés au cours des dernières
décennies pour la prévision des séries temporelles, les réseaux de neurones récurrents sont aujourd’hui
largement utilisés en raison de leur capacité à apprendre les dépendances temporelles entre des données
[173]. Les réseaux de neurones convolutifs (ou CNN, pour convolutional neural networks), souvent
utilisés pour la classification d’images et la résolution de problèmes de vision par ordinateur, ont la
capacité d’apprendre et d’extraire automatiquement des caractéristiques de données d’entrée brutes
[173]. Ainsi, ils peuvent également être utilisés pour la prévision de séries temporelles. Ces réseaux
peuvent être combinés pour construire des modèles exploitant leurs caractéristiques ; il est par exemple
possible d’associer réseaux CNN et LSTM pour la prévision d’une série temporelle [174].

Dans cette étude comparative, un perceptron multicouche (ou MLP, pour multilayer perceptron),
c’est-à-dire un réseau de neurones à propagation avant, et un réseau de neurones LSTM sont utilisés
pour prévoir le GHI. Les deux réseaux sont décrits dans la suite. Les réseaux de neurones MLP et
LSTM ont été largement utilisés pour la prévision des séries temporelles et ont démontré de bonnes
performances [175, 171]. Étant donné que notre objectif n’est pas de faire une étude exhaustive sur les
ANN, les modèles combinant différents types de réseaux ne sont pas considérés ici.

2.3.3.1 Le perceptron multicouche

Le perceptron multicouche est un réseau de neurones artificiels à propagation avant, historiquement
utilisé pour l’approximation de fonctions et la prévision des séries temporelles. Dans un MLP avec ℓ
couches cachées, il n’y a pas de rétroaction et l’information circule via les connexions, dans une seule
direction, de la couche d’entrée jusqu’à la couche de sortie. Pour la couche d’entrée, h0(x) = x, où x
est un vecteur. Pour les couches cachées du réseau, avec L = 1, . . . , ℓ :

aL(x) = bL +W LhL−1(x) (2.39)

et :

hL(x) = φ(aL(x)) (2.40)

où bL est le vecteur des biais de la couche L, W L est la matrice des poids de la couche L et φ est la
fonction d’activation.

La fonction sigmoïde est historiquement la fonction d’activation la plus utilisée pour les neurones
des couches cachées car elle est différentiable et permet de conserver des valeurs dans l’intervalle [0,1].
Cependant, l’utilisation de cette fonction est problématique car son gradient est très proche de 0 lorsque
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|x| n’est pas proche de 0. Étant donné que cela peut causer des problèmes lors de l’apprentissage, en
particulier avec les architectures profondes, la fonction sigmoïde a été supplantée par l’unité linéaire
rectifiée (ou ReLU). Comme caractéristique intéressante, la fonction ReLU, qui n’est pas différentiable
en 0, a un effet de sparsification. Elle est utilisée dans notre réseau. Ainsi :

φ(aL(x)) = max(0,aL(x)) (2.41)

Pour la couche de sortie, avec L = ℓ+1 :

aℓ+1(x) = bℓ+1 +W ℓ+1hℓ(x) (2.42)

et :

hℓ+1(x) = ψ(aℓ+1(x)) (2.43)

où bℓ+1 est le vecteur des biais de la couche ℓ+1, W ℓ+1 est la matrice des poids de la couche ℓ+1
et ψ est la fonction d’activation. L’architecture du modèle MLP utilisé pour la prévision du GHI est
présentée sur la Figure 2.6.
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FIGURE 2.6 – Modèle de prévision MLP : la topologie du réseau est définie comme une combinaison de
couches cachées et de couches dropout. La couche de sortie fournit la prévision. [GHI(t−∆t), GHI(t−
2∆t), . . . , GHI(t −D∆t)]T est un vecteur d’observations et ∆t = 10min est le pas de temps.

2.3.3.2 Le réseau LSTM

Les réseaux LSTM (pour long short-term memory), introduits par [176], sont des réseaux de
neurones récurrents développés pour surmonter le problème de disparition du gradient qui se produit
lors de l’entraînement des réseaux de neurones récurrents traditionnels [177, 178]. Les réseaux LSTM
sont capables d’apprendre des séquences d’observations. Cela fait d’eux des réseaux de neurones
adaptés à la prévision des séries temporelles. Initialement, une cellule LSTM était composée d’une
cellule mémoire, d’une porte d’entrée et d’une porte de sortie. Plus tard, la porte d’oubli a été introduite
pour permettre au LSTM de réinitialiser son propre état [179]. Désignons par i, f , g et o la porte
d’entrée, la porte d’oubli, le nœud d’entrée et la porte de sortie respectivement. Ces portes et nœuds
sont respectivement définis par :

gk = φ(W gxxk +W ghhk−1 +bg) (2.44)

ik = σ(W ixxk +W ihhk−1 +bi) (2.45)

f k = σ(W f xxk +W f hhk−1 +b f ) (2.46)

où xk est le vecteur d’entrée, hk−1 est l’état caché au pas de temps précédent, W gx, W ix et W f x

sont les poids d’entrée, W gh, W ih et W f h sont les poids récurrents, bg, bi, b f sont les biais, σ est la
fonction sigmoïde et φ est la fonction tangente hyperbolique.
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Au cœur de chaque cellule de mémoire, il y a un nœud à activation linéaire :

sk = gk ⊙ ik +sk−1 ⊙f k (2.47)

où ⊙ est le produit d’Hadamard.
La porte de sortie est décrite par :

ok = σ(W oxxk +W ohhk−1 +bo) (2.48)

et :

hk = φ(sk)⊙ok (2.49)

L’architecture du modèle LSTM utilisé pour la prévision du GHI est présentée sur la Figure 2.7.
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FIGURE 2.7 – Modèle de prévision LSTM : la topologie du réseau est définie comme une combinaison
de couches LSTM et de couches dropout. La couche entièrement connectée fournit la prévision.
[GHI(t −∆t), GHI(t −2∆t), . . . , GHI(t −D∆t)]T est le vecteur d’observations et ∆t = 10min est le
pas de temps.

En ce qui concerne les modèles ANN, la méthode bootstrap [180, 181] qui permet d’entraîner
des réseaux de neurones avec différentes initialisations de paramètres afin d’estimer l’incertitude du
modèle est utilisée pour quantifier l’incertitude associée aux prévisions (30 répétitions ont été réalisées
pour les modèles MLP et LSTM).

2.3.3.3 Algorithme d’apprentissage

Adam (pour adaptive moment estimation), un algorithme d’optimisation à taux d’apprentissage
adaptatif bien connu [182], a été utilisé pour entraîner les réseaux de neurones MLP et LSTM. Adam
effectue une optimisation de premier ordre basée sur le gradient de fonctions objectifs stochastiques,
à partir des estimations adaptatives des moments d’ordre inférieur. Il est efficace d’un point de vue
calculatoire, nécessite très peu de mémoire et est adapté aux problèmes impliquant une grande quantité
de données ou de paramètres. Il est également adapté aux problèmes avec des gradients très bruités.
Enfin, les hyperparamètres ont des interprétations intuitives et leur réglage est plutôt simple [182].

La méthode du dropout [183] consiste à supprimer aléatoirement (avec une probabilité prédéfinie)
les entrées d’une couche, qui peuvent être des variables d’entrée du jeu de données ou des activations
d’une couche précédente. Cela a pour effet de simuler un grand nombre de réseaux avec différentes
topologies et, par conséquent, de rendre les neurones généralement plus robustes aux entrées. Un tel
mécanisme améliore considérablement la capacité de généralisation des réseaux de neurones profonds,
même si son coût calculatoire est faible, et réduit le risque de surapprentissage (ce qui conduit à une
meilleure capacité de généralisation). C’est pourquoi la méthode du dropout est aujourd’hui la méthode
de régularisation la plus populaire. Son principal inconvénient est de ralentir la phase d’apprentissage
et, généralement, d’augmenter le nombre d’itérations.
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Pour les modèles MLP et LSTM, nous avons fait de notre mieux pour optimiser les résultats, et
après avoir testé de nombreuses architectures, nous avons retenu les topologies présentées sur les
Figures 2.6 et 2.7.

2.4 Résultats
Cette section présente les résultats des différents modèles développés. La capacité de généralisation

des modèles est évaluée en comparant les prévisions sur divers horizons de temps allant de 10min
à 24h, couvrant ainsi les échelles infra-horaire et infra-journalière. Pour évaluer la précision des
prévisions, les critères mentionnés à la Section 1.4 du Chapitre 1, à savoir la racine carrée de l’erreur
quadratique moyenne normalisée (nRMSE), l’erreur absolue moyenne dynamique (DMAE), l’interval
score (IS) et le score de compétence (SS), sont calculés pour chaque horizon de temps et pour chaque
modèle. Les résultats pour les horizons de prévision considérés sont présentés sur la Figure 2.8.
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FIGURE 2.8 – Valeurs des critères de performance pour tous les modèles considérés dans l’étude
comparative en fonction de l’horizon de prévision. Ces valeurs sont calculées sur toute la période de
test (année 2019).

Intéressons-nous dans un premier temps à l’horizon de prévision de 10min. Comme on peut le
voir sur la Figure 2.8, selon les valeurs de nRMSE, tous les modèles développés donnent des résultats
quasiment similaires. Les modèles ANN ont néanmoins un léger avantage, tandis que le modèle
LS-SVR produit le moins bon résultat (nRMSE = 21,97%). D’après le score de compétence SS, on
remarque que les performances de la persistance sur l’indice ciel clair sont pratiquement similaires à
celles des modèles ANN et légèrement supérieures à celles des modèles GPR et du modèle LS-SVR;
ce qui met en lumière la principale propriété de la persistance, qui est d’être efficace pour des horizons
courts. Cependant, il existe des décalages temporels entre les prévisions fournies par le modèle de
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persistance sur l’indice ciel clair et les données de test (Figures 2.9–2.13) qui se reflètent dans les
valeurs de DMAE. En effet, sur la base de ce critère, la persistance et le modèle LS-SVR donnent les
moins bons résultats. Les valeurs du critère IS pour les modèles fondés sur l’apprentissage automatique
sont également présentés sur la Figure 2.8. Tous ces modèles donnent une probabilité de couverture
élevée pour un horizon de temps de 10min, avec un avantage pour le modèle GPR fondé sur le noyau
kRQ−ARD qui, de plus, a des intervalles de confiance étroits, comme le montre sa valeur de IS.

Les performances de tous les modèles se dégradent à mesure que l’horizon de temps augmente. En
effet, les modèles ont alors du mal à appréhender les fluctuations infra-journalières. L’augmentation
des valeurs des critères nRMSE, DMAE et IS témoigne de ces effets. Pour des horizons temps infra-
journaliers de 1h et 3h, le modèle de persistance sur l’indice ciel clair produit un niveau d’erreur plus
élevé que tous les autres modèles, selon les valeurs de nRMSE (Figure 2.8). Pour un horizon de temps
de 5h, il produit de meilleurs résultats que les modèles LS-SVR, MLP et GPR fondé sur le noyau
kSE−ARD. Pour un horizon de temps de 24h, en regardant le score de compétence, on remarque que
le modèle de persistance sur l’indice ciel clair prend le dessus sur tous les autres modèles. En effet,
à cet horizon, la persistance sur l’indice ciel clair pondère le GHI obtenu par modèle ciel clair des
vingt-quatre prochaines heures par l’indice ciel clair de la présente journée, tandis que les modèles
fondés sur l’apprentissage automatique souffrent d’une accumulation des erreurs de prévision en itérant
les prévisions des modèles de prévision à un pas. Cependant, la Figure 2.8 montre que, si on considère
tous les horizons de temps infra-journaliers (1h, 3h et 24h), on constate que le modèle LSTM et le
modèle GPR fondé sur le noyau kRQ−ARD surpassent tous les autres modèles.

Quelques exemples de prévisions pour des horizons de temps allant de 10min à 24h sont présentés
sur les Figures 2.9–2.13. Une période de six jours tirés du jeu de données de test (du 28/11/2019 au
03/12/2019), comportant à la fois des jours clairs et des jours nuageux, a été choisie. Pour un horizon
de temps de 10min, le modèle de persistance sur l’indice ciel clair fournit de bonnes prévisions, mais
lorsque l’horizon augmente, ses performances se dégradent rapidement. Pour un horizon de temps 24h,
en regardant, par exemple, la prévision du deuxième jour par la persistance sur l’indice ciel clair sur la
Figure 2.13, on voit bien l’effet de pondération du GHI ciel clair des vingt-quatre prochaines heures
par l’indice ciel clair de la précédente journée. Si l’on observe la Figure 2.9, pour un horizon de temps
10min, tous les modèles suivent assez bien les données de test, à l’exception du modèle LS-SVR qui
ne prédit pas bien les fluctuations lors des jours couverts. Lorsque l’horizon de temps augmente, les
performances de tous les modèles de prévision se dégradent. Cependant, les figures montrent que le
modèle LSTM et le modèle GPR fondé sur le noyau kRQ−ARD surpassent les autres modèles. Cela est
particulièrement évident sur les Figures 2.10–2.12, pour les horizons de temps infra-journaliers, où
malgré la dégradation de leurs performances, ces deux modèles suivent assez bien les données de test.
À mesure que l’horizon de temps augmente, l’accumulation des erreurs de prévision en itérant des
prévisions à un pas devient préjudiciable aux modèles fondés sur l’apprentissage automatique, ceci
est surtout visible sur la Figure 2.13, pour un horizon de temps de 24h. Les modèles ANN présentent
également de larges intervalles de confiance à long terme, ce qui se voit dans leurs prévisions affichées
sur la Figure 2.13.

Globalement, sur les Figures 2.9–2.12, on note que le modèle LSTM donne de meilleurs résultats
que les autres modèles pour des journées nuageuses, tandis que le modèle GPR fondé sur le noyau
kRQ−ARD donne les meilleurs résultats pour des jours clairs. Les modèles MLP et GPR fondé sur le
noyau kSE−ARD n’arrivent pas à suivre les données lorsque l’horizon de temps augmente. Le modèle
LS-SVR converge vers une fonction lisse à long terme. Ceci n’est pas surprenant, car son noyau est
adapté à la représentation de fonctions lisses et ne peut pas modéliser correctement les variations
multi-échelles du GHI. Parmi les modèles ANN, le modèle LSTM, qui peut apprendre les dépendances
à long terme dans les données, est plus performant que le modèle MLP. Les grands intervalles de
confiance, lorsque l’horizon de prévision augmente, démontrent la dégradation des performances des
modèles.

En examinant les performances des modèles sur la base des critères (Figure 2.8) et des exemples de
prévisions présentés sur les Figures 2.9–2.13, on constate donc que les deux meilleurs modèles pour la
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prévision du GHI sont le modèle GPR fondé sur le noyau kRQ−ARD et le modèle LSTM. En effet, ces
deux modèles sont plus performants que les autres modèles considérés dans cette étude comparative.
Cependant, comme le modèle LSTM et le modèle GPR fondé sur le noyau kRQ−ARD donnent des
résultats similaires, il n’est guère facile de les départager.

Le Tableau 2.2 présente les temps d’apprentissage des modèles, le nombre de paramètres impliqués
dans chaque modèle et le temps nécessaire pour effectuer une prévision pour chaque modèle. Bien que
de nombreux paramètres soient impliqués dans les modèles ANN, ils sont rapides à entrainer et leurs
prévisions sont presque instantanées. En ce qui concerne les modèles GPR, la phase d’entrainement est
très longue et ils nécessitent plus de temps pour fournir des prévisions. En effet, la production d’une
prévision par un modèle GPR nécessite l’inversion d’une matrice de dimension égale à la taille des
données d’entraînement. Cependant, il existe dans la littérature de nombreuses approches [184] qui
peuvent être utilisées pour réduire la complexité calculatoire et le besoin en mémoire tout en préservant
les performances, dans l’optique d’une implémentation in situ.

TABLEAU 2.2 – Durées d’apprentissage et temps d’exécution des modèles.

Modèle
Durée

d’apprentissage
(min)

Nombre de
paramètres

Temps d’exécution
pour une prévision

(s)

LS-SVR 133 26457 4,12
LSTM 20 127459 0,05
MLP 10 58635 0,02

GPR fondé sur kRQ−ARD 209 26457 12,59
GPR fondé sur kSE−ARD 200 26457 12,59

Le principal objectif de cette étude comparative était de faire le choix d’une méthode pour la
prévision du GHI. Le cas d’étude situé à Villeneuve-de-la-Raho, à proximité de Perpignan, présente
plus de jours clairs que de jours nuageux. De plus, le choix d’un modèle de prévision doit être en
adéquation avec les exigences de l’application visée. En effet, le projet de démonstrateur de réseau
électrique intelligent en milieu périurbain/rural « Smart Occitania » traite du développement d’une
stratégie de contrôle à coût calculatoire maîtrisé pour la gestion prédictive d’un réseau électrique
de distribution basse tension. Par conséquent, malgré un coût calculatoire plus élevé, du fait des
caractéristiques climatiques du cas d’étude, notre choix s’est porté sur la régression non paramétrique
par processus gaussien. En effet, d’après l’étude de la variabilité des données réalisée à la Sous-sous-
section 1.2.6.5 du Chapitre 1, les journées « ciel clair » sont prédominants dans les jeux de données de
Perpignan et Villeneuve-de-la-Raho (cas d’étude). Par ailleurs, les intervalles de confiance associés
aux prévisions que fournissent naturellement les modèles GPR (il n’est pas nécessaire, contrairement
aux modèles LSTM de réaliser des simulations de Monte-Carlo) ont permis d’améliorer la robustesse
du contrôleur prédictif développé. Il faut noter aussi que les modèles GPR sont capables de fournir des
prévisions satisfaisantes avec peu de données d’entraînement. Ces modèles sont donc plus flexibles et
peuvent s’adapter facilement à une reconfiguration du réseau ou à la disponibilité de nouveaux jeux de
données. Les processus gaussiens peuvent également être utilisés pour prévoir le GHI dans le temps et
l’espace (Chapitre 4).

2.5 Conclusion
Les modèles de prévision statistiques fondés sur l’analyse d’une base de données et l’apprentissage

automatique sont très utilisés pour la prévision localisée du GHI. Afin d’identifier une méthode pour
notre cas d’étude, une étude comparative des modèles phares a été menée. Sur la base des critères et des
exemples de prévisions présentées sur les Figures 2.9–2.13 pour les horizons de prévision considérés,
les modèles qui émergent sont le modèle LSTM et le modèle GPR fondé sur le noyau kRQ−ARD.
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Cependant, en raison des exigences de notre application, notre choix s’est porté sur le modèle GPR.
En voyant le temps d’exécution des modèles (Tableau 2.2), l’on pourrait plutôt être amené à choisir le
modèle LSTM mais il existe aujourd’hui plusieurs approches permettant de réduire considérablement
le temps d’exécution des modèles GPR tout en préservant les performances. De plus les modèles
GPR fournissent naturellement des intervalles de confiance – les intervalles de confiance associés aux
prévisions que fournissent naturellement les modèles GPR ont permis d’améliorer la robustesse du
contrôleur prédictif développé – et s’adaptent facilement même lorsque les données d’entraînement
sont en nombre limité.

Néanmoins, ces modèles développées ici souffrent d’une accumulation des erreurs lors de l’itération
des prédictions à un pas. Dans le Chapitre 3, nous verrons qu’en prenant le temps en entrée du modèle
GPR, on peut prendre en considération les comportements du GHI en formulant des biais inductifs et
ainsi construire des modèles plus performants.
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FIGURE 2.9 – Exemples de prévisions à 10 min du GHI obtenues grâce aux modèles considérés dans
l’étude comparative.



56 CHAPITRE 2. PRÉVISION DU GHI PAR APPRENTISSAGE AUTOMATIQUE

0

200

400

600

(a) Modèle de persistance sur kc

G
H

I[
W

·m
−

2 ]

(b) Modèle LS-SVR

Intervalle de confiance à 95% Données de test Prévisions

0

200

400

600

(c) Modèle MLP

G
H

I[
W

·m
−

2 ]

(d) Modèle LSTM

28/11
12h00

30/11
12h00

02/12
12h00

0

200

400

600

(e) Modèle GPR fondé sur kSE−ARD

G
H

I[
W

·m
−

2 ]

28/11
12h00

30/11
12h00

02/12
12h00

(f) Modèle GPR fondé sur kRQ−ARD

FIGURE 2.10 – Exemples de prévisions à 1 h du GHI obtenues grâce aux modèles considérés dans
l’étude comparative.
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FIGURE 2.11 – Exemples de prévision à 3 h du GHI obtenues grâce aux modèles considérés dans
l’étude comparative.
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FIGURE 2.12 – Exemples de prévision à 5 h du GHI obtenues grâce aux modèles considérés dans
l’étude comparative.
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FIGURE 2.13 – Exemples de prévision à 24 h du GHI obtenues grâce aux modèles considérés dans
l’étude comparative.
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Chapitre 3

Prévision multi-horizon de l’éclairement
global horizontal par régression non
paramétrique par processus gaussien

3.1 Introduction
Dans le chapitre précédent, une étude comparative des modèles statistiques de prévision fondés sur

l’analyse d’une base de données et l’apprentissage automatique a été menée, dans le but de choisir un
outil adapté à la prévision localisée du GHI. Ces modèles ont été développés en utilisant un historique
d’observations du GHI comme entrée. Après analyse des résultats et au regard des exigences de notre
application, la régression non paramétrique par processus gaussien a été choisie. En effet, cette thèse
traitant de la prévision de l’éclairement global horizontal à des fins de prévision de la production
photovoltaïque fait partie des travaux entrepris par PROMES-CNRS dans le cadre du projet « Smart
Occitania ». Ces travaux ont pour objectif le développement d’algorithmes à coût calculatoire maîtrisé,
pouvant être implémentés en temps réel, pour la gestion prévisionnelle d’un réseau électrique de
distribution basse tension qui fait face au déploiement d’une production décentralisée, en particulier
du solaire photovoltaïque. Nous avons également vu également que, pour ce type de régression, le
choix du noyau est primordial. En revanche, nous ne nous sommes pas posé de questions vis-à-vis de
l’entrée : considérer un historique d’observations permettant de mettre en évidence les corrélations
semble, en effet, naturel. Toutefois, comme nous allons le voir dans ce chapitre, il est également
possible de considérer le temps en entrée, ce qui a deux effets notables : tout d’abord, cela permet de
construire un noyau particulièrement adapté au GHI, grâce aux biais inductifs connus sur son évolution
au cours du temps ; ensuite, le modèle ainsi obtenu est par construction multi-horizon, puisqu’il peut
fournir une prévision à n’importe quel instant.

Ce chapitre a pour objectif de répondre à la question suivante : quelle entrée pour les modèles
fondés sur la régression non paramétrique par processus gaussien pour la prévision du GHI? Ainsi,
ce chapitre traite de la comparaison entre modèles GPR utilisant le temps en entrée et utilisant un
historique d’observation du GHI. Une fois entraînés, les modèles GPR fondés sur le temps fournissent
des prévisions du GHI à n’importe quel horizon de temps. Parmi les modèles utilisant un historique
d’observations du GHI en entrée, on distingue des modèles multi-horizons et des modèles mono-
horizons. Deux stratégies sont ainsi employées pour obtenir une prévision à un horizon k∆t à partir
d’observations.

— La stratégie itérative, illustrée par la Figure 3.1, qui utilise un modèle de prévision à un pas.

— La stratégie directe, illustrée par la Figure 3.2, qui utilise un modèle de prévision à l’horizon
considéré.

Par conséquent, en considérant un historique d’observations du GHI comme entrée, une nouvelle
question voit le jour : faut-il faire le choix de modèles multi-horizons ou de modèles mono-horizons?
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Modèle de
prévision
à un pas

Modèle de
prévision
à un pas

Modèle de
prévision
à un pas

Données
d’entrée

à l’instant t

· · ·

GHI(t +∆t)

· · ·

GHI(t +(k−1)∆t)

GHI(t + k∆t)

FIGURE 3.1 – Stratégie itérative

Modèle de prévision
mono-horizon

GHI(t + k∆t)
Données
d’entrée

à l’instant t

FIGURE 3.2 – Stratégie directe

Une comparaison entre ces différents modèles sera effectuée dans ce chapitre. Enfin, un noyau adapté
à la prévision temporelle du GHI sera identifié. Ce noyau sera associé à un noyau spatial pour la
prévision spatio-temporelle du GHI dans le Chapitre 4.

Les modèles sont développés en utilisant le jeu de données couvrant les années 2016 et 2017 tiré
des mesures du GHI effectuées sur le site de Perpignan (pour plus de détails sur ces données, voir
la Sous-sous-section 1.2.6.2 du Chapitre 1). Les données sont échantillonnées à pas de 10min et les
horizons de prévision considérés vont de 10min à 24h. Les modèles sont entraînés avec les données
de 2016 et sont évalués avec celles de 2017, permettant d’évaluer la robustesse des modèles face à
toutes les conditions atmosphériques possibles au cours d’une année.

La Section 3.2 présente les modèles GPR utilisant le temps en entrée. Les hypothèses sous-jacentes
aux noyaux choisis sont également détaillées. La Section 3.3 est consacrée à la description des modèles
GPR utilisant comme entrée un historique d’observations du GHI. Dans la Section 3.4, sont effectués
une analyse des résultats et un choix du noyau adapté à la prévision temporelle du GHI.

3.2 Modèles GPR utilisant le temps en entrée
On rappelle qu’un processus gaussien est complètement défini par sa fonction moyenne et sa

fonction de covariance ou noyau. Le choix d’un noyau – le noyau est l’élément clé d’un modèle GPR –
est fondé sur les hypothèses à propos de la fonction à apprendre. Les noyaux de base – quelques noyaux
de base sont définis dans le Chapitre 2 – peuvent être combinés par addition ou multiplication afin de
créer des fonctions de covariance adaptées à l’application en question. L’addition et la multiplication
sont des opérations simples permettant de garder la principale propriété d’un noyau qui est d’être
semi-défini positif. Une liste complète de noyaux de base peut être trouvée dans [147].

3.2.1 Étude comparative des modèles GPR utilisant le temps en entrée fondés sur des
noyaux de base et des noyaux combinés

Afin d’identifier le noyau le plus adapté à la prévision du GHI, une étude comparative des modèles
GPR fondés sur des noyaux de base et des noyaux combinés définis comme des sommes ou produits
de noyaux de base a été menée au sein de notre équipe [137]. Deux jeux de données couvrant chacun
une période de 45 jours tirés de mesures du GHI réalisées à Perpignan à l’aide d’un RSI (voir la Sous-
sous-section 1.2.6.2 du Chapitre 1) ont été utilisés. Ces jeux de données ont été nommés « données
d’hiver » (du 01/11/2015 au 15/12/2015) et « données d’été » (du 05/06/2015 au 19/07/2015). Le GHI
est plus facile à prévoir en été puisque les journées « ciel clair » y sont fréquentes, tandis que les
données d’hiver ont permis de mettre en évidence la robustesse des modèles GPR face à des conditions
atmosphériques complexes. En effet, les journées partiellement couvertes et complètement couvertes
sont fréquentes en hiver, ce qui rend difficile la prévision du GHI. Pour ces deux jeux de données, les
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30 premiers jours ont été utilisés pour l’entrainement des modèles et les 15 derniers jours pour évaluer
leur capacité de généralisation. Les données ont été échantillonnées à un pas de temps de 30 min et
divers horizons de prévision allant de 30 min à 48 h ont été considérés par les auteurs [137]. L’erreur
quadratique moyenne normalisée nRMSE des modèles GPR en fonction de l’horizon de prévision est
présentée sur la Figure 3.3a pour les données d’été et sur la Figure 3.3b pour les données d’hiver.

Les noyaux de base considérés sont : kPer, kE, kSE, kRQ, kM3/2 et kM5/2 (se référer au Para-
graphe 2.3.1.3.1 du Chapitre 2 pour la formulation de ces noyaux). Les noyaux quasi-périodiques
résultant du produit d’un noyau périodique et d’un noyau non périodique sont définis par :
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où σ est l’amplitude du signal, ℓ1 et ℓ2 sont les paramètres de corrélation, P est la période et α est le
paramètre de pondération des variations multi-échelles.

Les noyaux quasi-périodiques résultant de la somme d’un noyau périodique et d’un noyau non
périodique sont définis par :
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où σ1 et σ2 sont les amplitudes des signaux, ℓ1 et ℓ2 sont les paramètres de corrélation, P est la période
et α est le paramètre de pondération des variations multi-échelles.



62 CHAPITRE 3. PRÉVISION MULTI-HORIZON DU GHI PAR GPR

Pe
rs

is. k E
k RQ

k M
3/

2
k M

5/
2

k SE
k Pe

r×
SE

k Pe
r×

M
5/

2
k Pe

r×
M

3/
2

k Pe
r×

E
k Pe

r
k Pe

r+
SE

k Pe
r+

M
5/

2
k Pe

r+
M

3/
2

k Pe
r+

E
k Pe

r+
RQ

k Pe
r×

RQ 0,5
1 1,5

2 2,5
3 3,5

4 4,5
50

0,2

0,4

0,6

0,8

1
Données d’été

Modèles
Horizon de prévision [h]

nR
M

SE

0,2

0,4

0,6

0,8

1

1,2

1,4

(a) Résultats pour les données d’été, du 05/06/2015 au 19/07/2015, couvrant une période de 45 jours dont les 15
derniers jours sont utilisés pour l’évaluation de la performance des modèles.
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(b) Résultats pour les données d’hiver, du 01/11/2015 au 15/12/2015, couvrant une période de 45 jours dont les
15 derniers jours sont utilisés pour l’évaluation de la performance des modèles.

FIGURE 3.3 – Erreur nRMSE en fonction de l’horizon de prévision pour le modèle de persistance sur
le GHI et les modèles GPR avec différents noyaux de base et noyaux combinés [137].
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Les résultats ont montré que tous les modèles GPR surpassent la persistance sur le GHI, considérée
dans l’étude comparative comme modèle de référence. En ce qui concerne les modèles GPR fondés
sur des noyaux de base, aucun modèle ne sort du lot. En examinant les valeurs des erreurs sur
les Figures 3.3a et 3.3b, en fonction de l’horizon de prévision, on constate qu’ils fournissent tous
alternativement de bons résultats. En particulier, on peut voir que le noyau kSE, généralement choisi
par défaut pour prévoir le GHI, ne produit pas forcément les meilleurs résultats. Le noyau périodique
kPer produit tout simplement un signal périodique. Il peut être assimilé à un modèle « ciel clair » dont
les paramètres ont été ajustés par apprentissage. En conséquence, les modèles GPR fondés sur ce
noyau reproduisent simplement de manière récurrente la même courbe en forme de cloche et donnent
pratiquement les mêmes nRMSE lorsque l’horizon de temps augmente (Figures 3.3a et 3.3b). Bien
que ces modèles GPR puissent produire de bonnes prévisions pendant des journées « ciel clair », ils
sont incapables d’appréhender la variabilité du GHI induite par les perturbations atmosphériques.

Cependant, les modèles GPR fondés sur des noyaux quasi-périodiques – ces noyaux combinent
un noyau périodique et un noyau non périodique – possèdent l’avantage du noyau périodique, tout en
parvenant à prévoir les variations du GHI dues aux perturbations atmosphériques. Les modèles GPR
fondés sur les noyaux quasi-périodiques surpassent non seulement la persistance sur le GHI, mais aussi
les modèles GPR fondés sur les noyaux de base (Figures 3.3a et 3.3b). Bien que tous les modèles GPR
donnent globalement des résultats similaires à horizon de temps infra-horaire (30 min) – les noyaux
quasi-périodiques ont néanmoins un léger avantage –, lorsque l’horizon augmente, la supériorité des
noyaux quasi-périodiques devient manifeste. Les Figures 3.3a et 3.3b montrent que les modèles fondés
sur le noyau quasi-périodique kPer×RQ (équation (3.2)) sont les plus performants.

Par conséquent, le noyau retenu pour l’étude comparative est kPer×RQ. Ce noyau tire profit des
connaissances a priori sur la dynamique du GHI. En effet, le GHI journalier peut être décomposé
comme suit (Figure 3.4) : une composante périodique modélisée par le noyau kPer, une composante
stochastique due aux conditions atmosphériques modélisée par le noyau kRQ et un bruit blanc. Dans
[138], les auteurs ont confirmé que les noyaux quasi-périodiques sont adaptés à la prévision du GHI,
en particulier le noyau kPer×RQ.

= × +

Noyau périodique kPer Noyau quadratique rationnel kRQ Bruit blanc

FIGURE 3.4 – Décomposition du GHI journalier. La composante périodique, liée à la géométrie
Terre-Soleil, est modélisée par le noyau périodique kPer et celle stochastique, due aux perturbations
atmosphériques, par le noyau quadratique rationnel kRQ.

Les paramètres du noyau kPer×RQ (équation (3.2)) et la variance du bruit, également appelés
hyperparamètres, sont estimés en maximisant le logarithme de la vraisemblance marginale donné par
l’équation. Pour leur initialisation, les choix suivants ont été faits :

— l’hyperparamètre σ2 a été initialisé à la variance des données d’apprentissage ;

— la période P a été initialisée à un jour indiquant la périodicité journalière du GHI ;

— les autres hyperparamètres ont été tirés aléatoirement d’une distribution uniforme U (0,1).
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3.2.2 Modèle GPR adapté à la prévision, utilisant le temps en entrée, pour des données
couvrant plusieurs années

Si l’on considère des données du GHI couvrant des années – dans notre cas, deux ans de données
sont considérés – on note l’existence d’une composante périodique annuelle, illustrée sur la Figure 3.5,
qui peut être incorporée au modèle GPR fondé sur le noyau quasi-périodique kPer×RQ par l’ajout
d’un second noyau périodique [185]. Par conséquent, un noyau approprié pour la prévision du GHI
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FIGURE 3.5 – Données du GHI couvrant les années 2016 et 2017. Une composante périodique
saisonnière apparaît lorsqu’on considère des données sur plusieurs années. Les mesures ont été réalisées,
à l’aide d’un pyranomètre à bande rotative (RSI), au laboratoire PROMES-CNRS à Perpignan.

par modèle GPR utilisant le temps en entrée, lorsque des données couvrant plusieurs années sont
considérées, est donné par :
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où σ1 et σ2 sont les amplitudes des signaux, ℓ1, ℓ2 et ℓ3 sont les paramètres de corrélation, P1 et
P2 sont des périodes, α est un paramètre de pondération relatif aux variations multi-échelles. Pour
l’initialisation des hyperparamètres, les choix suivants ont été faits :

— les hyperparamètres σ2
1 et σ2

2 ont été initialisés à la variance des données d’apprentissage ;

— les périodes P1 et P2 ont été respectivement initialisées à un jour et 365 jours, indiquant respecti-
vement les périodicités journalière et annuelle du GHI ;

— les autres hyperparamètres sont tirés aléatoirement d’une distribution uniforme U (0,1).

Les modèles GPR utilisant le temps en entrée considérés dans notre étude sont le modèle GPR
fondé sur le noyau kPer×RQ et le modèle GPR fondé sur le noyau kPer×RQ+Per. Une comparaison entre
ces deux modèles est également faite, mettant en évidence l’apport du noyau périodique modélisant la
composante périodique saisonnière du GHI. Ces modèles GPR peuvent être utilisés pour prévoir le
GHI à n’importe quel horizon de temps, une fois la phase d’apprentissage terminée [137, 185]. Il suffit
de leur fournir l’instant correspondant à l’horizon de temps souhaité pour obtenir la prévision du GHI
à cet instant. Ce sont naturellement des modèles de prévision multi-horizons. Les Figures 3.6 et 3.7
présentent le principe de la prévision du GHI par les modèles GPR fondés sur les noyaux kPer×RQ et
kPer×RQ+Per.
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FIGURE 3.6 – Modèle de prévision GPR fondé sur le noyau kPer×RQ, où t est le temps.
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FIGURE 3.7 – Modèle de prévision GPR fondé sur le noyau kPer×RQ+Per, où t est le temps.

3.3 Modèles GPR utilisant un historique d’observations du
GHI en entrée

Les modèles GPR utilisant des observations en entrée ont été étudiés dans le chapitre précédent.
En effet, dans l’étude comparative des modèles de prévision fondés sur l’apprentissage automatique
présentée au Chapitre 2, des modèles GPR multi-horizons utilisant des observations du GHI en entrée
ont été développés. Les noyaux choisis, à savoir kSE−ARD et kRQ−ARD, sont également utilisés dans
ce présent chapitre. En effet, l’utilisation d’un historique d’observations comme entrée du modèle
implique une variable d’entrée multidimensionnelle qui ne varie pas forcément de manière isotrope
suivant chacune des dimensions du vecteur d’entrée. Pour passer en revue toutes les approches possibles
dans le cadre des modèles GPR utilisant des observations en entrée, des modèles multi-horizons et
spécifiques par horizon de prévision fondés sur ces noyaux sont développés. Outre ces deux noyaux,
les autres noyaux de la classe Matérn avec ARD sont également utilisés. Les noyaux ARD considérés
sont définis par :
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où σ est l’amplitude du signal, α est un paramètre de pondération relatif aux variations multi-échelles,
et ℓ1, ℓ2, · · · , ℓD sont les paramètres de corrélation.

Les Figures 3.8 et 3.9 présentent la prévision du GHI par les modèles GPR multi-horizons (itération
d’une prévision à un pas) et mono-horizons fondés sur le noyau kSE−ARD. Le principe est similaire
pour les autres noyaux ARD considérés.
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GHI(t −D∆t)

GPR avec noyau kSE−ARD

(équation (3.12))
GHI(t)

FIGURE 3.8 – Modèle de prévision GPR à un pas utilisant des observations en entrée, donnant un mo-
dèle multi-horizon par itération. GHI(t −∆t), GHI(t −2∆t), . . . , GHI(t −D∆t) sont des observations
et ∆t = 10min est le pas de temps.

GHI(t)
GHI(t −∆t)

...
GHI(t −D∆t)

GPR avec noyau kSE−ARD

(équation (3.12))
GHI(t + k∆t)

FIGURE 3.9 – Modèle de prévision GPR mono-horizon utilisant des observations en entrée, où
GHI(t −∆t), GHI(t − 2∆t), . . . , GHI(t −D∆t) sont des observations et ∆t = 10min est le pas de
temps.

3.4 Résultats et discussion
Cette section présente les prévisions du GHI obtenues grâce aux différents modèles GPR considérés.

Les performances des modèles sont évaluées à l’aide des critères décrits dans la Section 1.4 du
Chapitre 1, à savoir l’erreur quadratique moyenne normalisée (nRMSE), l’erreur absolue moyenne
dynamique (DMAE), l’interval score (IS) et le score de compétence (SS). Le modèle de persistance
sur l’indice ciel clair est utilisé ici comme modèle de référence. Ces critères sont calculés pour chacun
des modèles aux horizons considérés (allant de 10min à 24h).

Pour un horizon de temps de 10min, il n’y a pas de différence entre les modèles GPR multi-
horizons et les modèles GPR mono-horizons, puisque les prévisions multi-horizons sont obtenues en
itérant les prévisions à un pas. Quelques exemples de prévision du GHI sur sept jours (du 20/11/2017
au 26/11/2017) aux horizons considérés sont présentées sur les Figures 3.13 – 3.17.

3.4.1 Modèles GPR multi-horizons : temps ou observations en entrée?

Dans cette section, les modèles GPR multi-horizons utilisant le temps en entrée sont comparés à
ceux utilisant un historique d’observations du GHI afin de répondre à la question : quelle entrée pour
les modèles fondés sur la régression non paramétrique par processus gaussien pour la prévision du
GHI? Il faut noter que les modèles GPR fondés sur le temps sont naturellement multi-horizons. Les
valeurs des critères de performance de ces modèles sont présentées sur la Figure 3.10.

Intéressons-nous dans un premier temps à l’horizon de prévision de 10min. D’après la Figure 3.10,
on remarque que tous les modèles GPR multi-horizons et le modèle de persistance sur l’indice ciel
clair donnent des résultats similaires. On constate que la persistance sur l’indice ciel clair est même
légèrement plus performante que certains modèles GPR, ce qui confirme son efficacité pour des
horizons très courts (nRMSE = 19,62%). Néanmoins, les deux modèles GPR utilisant le temps en
entrée ont un léger avantage sur tous les autres. Ces deux modèles donnent des résultats semblables
(nRMSE = 18.05% pour le modèle GPR fondé sur le noyau kPer×RQ+Per et nRMSE = 18.11% pour
le modèle GPR fondé sur le noyau kPer×RQ). On observe également des résultats similaires pour tous
les modèles GPR, selon les valeurs de l’interval score qui évalue la qualité des prévisions à partir des
intervalles de confiance associés. La majorité des données de test se retrouvent dans les intervalles
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de confiance associés aux prévisions obtenues par les modèles GPR multi-horizons. En examinant
les exemples de prévision du GHI à 10min montrés sur la Figure 3.13, les évolutions temporelles
de toutes les prévisions sont semblables. Toutefois, on note que le modèle GPR fondé sur le noyau
kSE−ARD fournit le moins bon résultat. L’analyse des valeurs des critères de performance confirme ce
constat. On en déduit que ce noyau, généralement choisi par défaut, ne garantit pas forcément de bons
résultats.

0,2

0,4

0,6

nR
M

SE

0,05

0,1

0,15

0,2

D
M

A
E

Persistance sur kc GPR (noyau kPer×RQ+Per) GPR (noyau kPer×RQ)
GPR(noyau kSE−ARD) GPR (noyau kRQ−ARD) GPR (noyau kM1/2−ARD)
GPR (noyau kM3/2−ARD) GPR (noyau kM5/2−ARD)

10 min 1 h 3 h 5 h 24 h

1

2

3

4

Horizon de prévision.

IS

10 min 1 h 3 h 5 h 24 h

0

10

20

30

Horizon de prévision.

SS
[%

]

FIGURE 3.10 – Valeurs des critères de performance pour les modèles GPR utilisant le temps en entrée
et utilisant des observations du GHI. Ces valeurs sont calculées en considérant toutes les données de
test (année 2017).

Lorsque l’horizon de prévision augmente, les performances de tous les modèles se dégradent.
On note une forte dégradation des performances du modèle de persistance sur l’indice ciel clair qui
produit les moins bons résultats pour tous les horizons infra-journaliers (Figure 3.10). Bien que la
persistance sur le GHI ait été améliorée par l’utilisation d’un modèle « ciel clair », son caractère
persistant lui devient préjudiciable lorsque l’horizon de temps augmente. Par ailleurs, à mesure que
l’horizon de temps augmente, l’accumulation des erreurs en itérant les prévisions à un pas affecte les
performances des modèles GPR multi-horizons utilisant des observations en entrée. Parmi ces modèles,
le modèle fondé sur le noyau kRQ−ARD est celui qui produit les meilleurs résultats aux horizons de
temps considérés. Quant aux modèles GPR utilisant le temps en entrée, leur supériorité par rapport
aux autres modèles multi-horizons, y compris la persistance sur l’indice ciel clair, devient évidente à
mesure que l’horizon de temps augmente. En observant l’évolution temporelle des prévisions du GHI
pour des horizons infra-journaliers sur les Figures 3.14 – 3.17, on constate une dégradation rapide des
performances des modèles GPR multi-horizons utilisant des observations en entrée qui produisent de
nombreuses fluctuations surtout à long terme. Ces fluctuations observées lorsque l’horizon de temps
augmente, peinent à expliquer celles du GHI. Concernant les deux modèles GPR utilisant le temps
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en entrée, ils produisent des signaux périodiques ajustés aux données à long terme. En effet, lorsque
l’horizon de temps augmente, ces modèles convergent vers les connaissances a priori sur le GHI
formulées par le choix des noyaux. Sur les Figures 3.14 – 3.17, lorsque l’horizon de temps augmente,
on constate également des décalages temporels entre les prévisions fournies par la persistance sur
l’indice ciel clair et les données de test, ainsi qu’entre le modèle GPR multi-horizon fondé sur le noyau
kSE−ARD et ces mêmes données de test. Ces décalages se retrouvent dans les valeurs de l’erreur DMAE
(Figure 3.10). En effet, sur la base de ce critère, la persistance sur l’indice ciel clair et le modèle GPR
multi-horizon fondé sur le noyau kSE−ARD produisent les moins bons résultats pour tous les horizons
de temps considérés.

Ces modèles de prévision sont développés dans l’optique de l’implémentation in situ d’une
stratégie de gestion prévisionnelle d’un réseau électrique de distribution basse tension (projet « Smart
Occitania »). La stratégie de contrôle développée présente un caractère prédictif et doit être mise
en œuvre en temps réel, avec un pas de temps de 10min. La prise de décision est fondée sur la
connaissance du comportement du système et sur des prévisions de la production PV. Pour ce faire, il
faut fournir au contrôleur, à chaque pas de temps, des prévisions sur les 24h à venir à pas de temps de
10min, ce qui fait en tout 144 horizons de prévision. La prévision du GHI par modèle GPR nécessite
l’inversion d’une matrice de dimension égale à la taille des données d’entraînement. En considérant
des modèles GPR multi-horizons utilisant des observations du GHI, à chaque pas de temps, il faudra
inverser 144 matrices pour obtenir les prévisions (itération des prévisions d’un modèle de prévision un
pas), tandis qu’en considérant les modèles multi-horizons utilisant le temps en entrée, il faudra inverser
qu’une seule matrice. On précise que le temps d’exécution nécessaire à l’obtention d’une prévision
pour les modèles GPR avec les données d’entraînement considérés est d’environ 12s en utilisant un
serveur de calcul équipé d’un processeur Intel® Xeon® E7-4890 v2 @ 2,80 GHz.

On conclut que les modèles GPR fondés sur le temps, qui sont non seulement plus performants
que les modèles GPR multi-horizons mais ont aussi un coût calculatoire plus faible, sont plus adapté à
notre application. Cependant, il est également possible de développer des modèles GPR utilisant des
observations spécifiques pour chaque horizon de temps considéré. Dans la section suivante les modèles
GPR utilisant le temps en entrée seront comparés aux modèles GPR mono-horizons.

3.4.2 Modèles GPR multi-horizons ou mono-horizons?

Dans cette section, les modèles GPR multi-horizons utilisant le temps en entrée sont comparés aux
modèles GPR mono-horizons utilisant des observations du GHI afin de répondre à la question : faut-il
faire le choix de modèles multi-horizons ou de modèles mono-horizons? Les valeurs des critères de
performance de ces différents modèles sont présentées sur la Figure 3.11.

Comme on peut le voir sur la Figure 3.11 et sur les Figures 3.13–3.17, les modèles GPR mono-
horizons sont les plus performants pour tous les horizons de temps considérés, à l’exception de
l’horizon de temps infra-horaire (10min) où les modèles GPR multi-horizons utilisant le temps en
entrée prennent légèrement le dessus. Dans cadre de notre application (projet « Smart occitania »),
développer des modèles GPR mono-horizons reviendrait à développer 144 modèles (144 horizons de
prévision sont nécessaires). Par ailleurs, pour obtenir une prévision, par exemple, à un horizon de temps
de 24h (sachant que pour notre application, nous avons besoin des prévisions avec un pas de temps
10min), à l’aide des modèles GPR mono-horizons, il faudrait inverser 144 matrices. Ces modèles
mono-horizons engendrent donc un coût calculatoire très important qui entraverait l’implémentation
en temps réel des algorithmes. Par conséquent, dans le cadre de notre application, nous nous tournons
vers des modèles GPR multi-horizons utilisant le temps en entrée. Notons toutefois que dans le cas où
peu d’horizons de prévision sont considérés ou dès lors qu’il n’y a pas de contrainte temps réel, les
modèles GPR mono-horizons sont recommandés.

À la suite des études comparatives des modèles GPR utilisant le temps en entrée et utilisant des
observations, on voit que les modèles GPR fondés sur le temps sont plus performants que les modèles
GPR multi-horizons utilisant des observations et ont un faible coût calculatoire par rapport aux modèles
GPR mono-horizons dans le cadre de notre application. Deux modèles GPR utilisant le temps en entrée
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ont été développés : le modèle GPR fondé sur le noyau kPer×RQ+Per et le modèle GPR fondé sur le
noyau kPer×RQ. Il convient d’analyser les performances de ces deux modèles afin d’évaluer l’apport du
noyau périodique annuel ajouté au noyau kPer×RQ.
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FIGURE 3.11 – Valeurs des critères de performance pour les modèles GPR utilisant le temps en entrée
et pour les modèles GPR mono-horizons utilisant des observations du GHI. Ces valeurs sont calculées
en considérant toutes les données de test (année 2017).

3.4.3 Contribution du noyau périodique annuel

Dans cette section, une étude comparative des modèles GPR fondés sur le temps est menée afin
d’évaluer l’apport du noyau périodique annuel. Les valeurs des critères de performance pour ces
modèles sont présentées sur la Figure 3.12. Pour un horizon de temps de 10min, ces deux modèles
ont des performances similaires et surpassent légèrement la persistance sur l’indice ciel clair. Les
performances des modèles utilisant le temps en entrée (modèles GPR fondés sur le noyau kPer×RQ et
sur le noyau kPer×RQ+Per) restent similaires jusqu’à un horizon de temps de 3h, mais à partir de 5h on
constate une légère supériorité du modèle GPR fondé sur le noyau kPer×RQ+Per. On note là l’importance
du noyau modélisant la composante saisonnière du GHI qui améliore sensiblement les performances
du noyau kPer×RQ, surtout à long terme. L’addition d’un noyau périodique modélisant la composante
annuelle du GHI complexifie le modèle GPR. Cependant, le modèle fondé sur le noyau kPer×RQ+Per
ne se détache pas clairement du modèle GPR fondé sur le noyau kPer×RQ. La légère supériorité du
modèle GPR fondé sur le noyau kPer×RQ+Per nous indique que le gain associé au noyau périodique
annuel pourrait être plus important pour des horizons de plusieurs jours, ou dans le cas où des données
couvrant plusieurs années sont considérées. Lorsque l’horizon de temps augmente, l’augmentation des
valeurs du critère IS (Figure 3.12) des modèles GPR multi-horizons témoigne de la dégradation de
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leurs performances. Néanmoins, parmi les modèles multi-horizons, le modèle GPR fondé sur le noyau
kPer×RQ+Per utilisant le temps en entrée produit les meilleurs résultats pour tous les horizons de temps
considérés. Sur la Figure 3.17, pour un horizon de 24h, le modèle GPR fondé sur le noyau kPer×RQ+Per
s’adapte mieux aux données. Le noyau périodique modélisant la composante annuelle du GHI permet
à ce modèle de produire un signal périodique avec une bonne amplitude à long terme.

NOTE

Sans données pour mettre à jour les prévisions, un modèle GPR donne simplement la valeur moyenne
apprise lors de l’entrainement. Pour un modèle avec un noyau quasi-périodique, cette valeur moyenne
est un signal périodique (un modèle ciel clair, en quelque sorte). Ainsi, si on demandait une prévision à
un horizon très long (quelques mois par exemple), le modèle GPR fondé sur le noyau kPer×RQ+Per serait
largement avantagé, puisque son « modèle ciel clair » inclut également une composante périodique
annuelle. ♢
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FIGURE 3.12 – Valeurs des critères de performance pour les modèles GPR utilisant le temps en entrée.
Ces valeurs sont calculées en considérant toutes les données de test (année 2017).

Si le nombre d’horizons de temps est limité, les modèles GPR mono-horizons sont les plus adaptés,
mais si le nombre d’horizon est important, il vaut mieux se tourner vers les modèles GPR multi-
horizons et, parmi ces modèles, ceux utilisant le temps en entrée sont les plus appropriés. Pour notre
application où 144 horizons de prévision sont considérés, notre choix se porte donc sur les modèles
GPR utilisant le temps en entrée. Il faut aussi noter que les deux modèles utilisant le temps en entrée
donnent des résultats similaires pour des horizons infra-horaires et infra-journaliers mais, pour un
horizon de 24h, on note une légère supériorité du modèle GPR fondé sur le noyau kPer×RQ+Per. On en
déduit que si l’on dispose de données couvrant quelques semaines, le noyau kPer×RQ est le meilleur
choix, mais pour des données couvrant des années, le noyau kPer×RQ+Per est le plus adapté.
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FIGURE 3.13 – Exemples de prévision du GHI à 10 min sur sept jours avec le modèle de persistance
sur l’indice ciel clair et les modèles GPR.
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FIGURE 3.14 – Exemples de prévision du GHI à 1 h sur sept jours avec le modèle de persistance sur
l’indice ciel clair et les modèles GPR.
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FIGURE 3.15 – Exemples de prévision du GHI à 3 h sur sept jours avec le modèle de persistance sur
l’indice ciel clair et les modèles GPR.
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FIGURE 3.16 – Exemples de prévision du GHI à 5 h sur sept jours avec le modèle de persistance sur
l’indice ciel clair et les modèles GPR.
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FIGURE 3.17 – Exemples de prévision du GHI à 24 h sur sept jours avec le modèle de persistance sur
l’indice ciel clair et les modèles GPR.
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3.5 Conclusion
Le Chapitre 1 a permis de choisir la régression non paramétrique par processus gaussien comme

outil de prévision du GHI pour notre application (projet ADEME « Smart Occitania »). Les modèles
GPR peuvent être développés en utilisant soit le temps en entrée, soit des observations. Ce chapitre a
tranché sur l’entrée à utiliser afin d’obtenir de bons résultats tout en prenant en compte les exigences
de notre application. Une étude comparative entre les modèles GPR utilisant le temps en entrée et ceux
utilisant des observations a été menée. Les modèles GPR utilisant le temps en entrée sont naturellement
des modèles de prévision multi-horizons, tandis que parmi ceux utilisant des observations, on distingue
des modèles multi-horizons et des modèles mono-horizons.

Les modèles mono-horizons produisent de meilleurs résultats que les modèles multi-horizons.
Cependant, développer des modèles mono-horizons est contraignant en termes de coût calculatoire dès
lors que plusieurs horizons sont considérés, comme dans notre cas où 144 horizons sont considérés.
Notre choix s’est par conséquent porté sur des modèles multi-horizons et parmi ces modèles, le modèle
GPR fondé sur le noyau kPer×RQ+Per utilisant le temps en entrée est celui qui produit les meilleurs
résultats. Par ailleurs, pour développer des modèles mono-horizons, les horizons de temps doivent
être connus à l’avance, alors que modèle GPR fondé sur le noyau kPer×RQ+Per, une fois entraîné, peut
fournir des prévisions à n’importe quel horizon de temps. Toutefois, en l’absence d’un jeu de données
couvrant des années, le noyau kPer×RQ est recommandé.

Dans la mesure où le jeu de données utilisé pour la prévision spatio-temporelle du GHI ne couvre
que quelques semaines, le noyau dédié à la prévision temporelle du GHI qui sera associé à un noyau
spatial est le noyau kPer×RQ (Chapitre 4).



Chapitre 4

Vers la prévision spatio-temporelle de
l’éclairement global horizontal par
régression non paramétrique par
processus gaussien

4.1 Introduction

Dans le chapitre précédent, une étude comparative de modèles GPR utilisant en entrée le temps ou
des observations a été menée afin de trancher sur l’entrée à utiliser pour obtenir de bonnes prévisions
du GHI. Les modèles utilisant le temps en entrée, par nature multi-horizons, se sont avérés les plus
adaptés à la prévision du GHI, à l’aune des exigences de notre application. En effet, prévoir le GHI a
pour finalité de prévoir la production PV et, dans le cadre du projet « Smart Occitania », porté par le
gestionnaire du réseau électrique de distribution français ENEDIS, le développement d’algorithmes
pour la gestion prévisionnelle du réseau électrique de distribution basse tension en région Occitanie.
Ces algorithmes, dont le coût calculatoire est maîtrisé dans le but de pouvoir les implémenter en temps
réel, favorisent la pénétration d’une production décentralisée (en particulier une production solaire
photovoltaïque) sans construction de nouvelles infrastructures, tout en garantissant une qualité de
service suffisante. Nous avons également vu qu’en considérant le temps comme entrée des modèles
GPR pour la prévision du GHI, on tire profit des biais inductifs connus sur son évolution au cours du
temps pour construire un noyau approprié. Ainsi, un noyau adapté à la prévision localisée du GHI a
été identifié : le noyau kPer×RQ, recommandé en l’absence d’un jeu de données couvrant une période
suffisamment longue (plus d’une année). Dans le cas contraire, il est possible de compléter ce noyau
par une composante périodique annuelle, en considérant le noyau kPer×RQ+Per, ce qui permet une légère
amélioration des résultats.

Dans ce chapitre, nous cherchons à identifier un noyau spatio-temporel dans le but de développer
des modèles de prévision fondés sur la régression non paramétrique par processus gaussien. Ce travail
n’est qu’un petit pas vers la prévision dans le temps et dans l’espace du GHI. Pour le développement
des modèles GPR de prévision spatio-temporels, PROMES-CNRS a instrumenté une zone résidentielle
par un réseau de pyranomètres et une caméra à grand angle de champ à Villeneuve-de-la-Raho (voir
la Sous-sous-section 1.2.6.3 du Chapitre 1). À partir de la disponibilité et de la variabilité du GHI
dans le temps et dans l’espace, il est possible de déduire la production électrique des installations
photovoltaïques dans la zone résidentielle. Les modèles de prévision spatio-temporels existant dans la
littérature scientifique sont passés en revue dans la Section 4.2. L’instrumentation installée au sein du
quartier résidentiel à Villeneuve-de-la-Raho est présentée dans la Section 4.3. La Section 4.4 présente
un processus gaussien spatio-temporel et les hypothèses posées lors de la construction des noyaux
spatio-temporels. La Section 4.5 est consacrée à l’analyse des résultats.
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4.2 État de l’art

Un processus spatio-temporel {z(s, t) : s ∈ Ds ⊂Rd , t ∈ Dt ⊂R} définit un phénomène qui évolue
dans le temps et dans l’espace. De tels processus sont présents dans de nombreux domaines des
sciences de l’environnement telles que la biologie, la géophysique, l’hydrologie et la géologie [186].
Comme exemples, nous pouvons citer les concentrations de polluants atmosphériques, les recueils
météorologiques, les données de précipitations, les paramètres hydrologiques et la ressource solaire qui
sont caractérisés par des variabilités spatiale et temporelle. La modélisation spatio-temporelle est une
étape importante pour comprendre l’évolution de ces phénomènes. Les méthodes permettant de décrire
les mécanismes régissant les processus spatio-temporels se regroupent en deux grandes catégories
dans la littérature scientifique : les méthodes physiques et les méthodes statistiques. Ces méthodes sont
passées en revue dans cette section.

4.2.1 Les méthodes physiques

Les modèles physiques reposent sur des lois ayant une signification physique explicite. Par exemple,
il existe le modèle EPIC (environmental policy integrated climate) qui peut simuler la croissance des
cultures en fonction de l’état du sol, des informations météorologiques, de l’irrigation et d’autres
données relatives aux cultures [187]. En fonction des conditions météorologiques prévues pour les
prochaines journées ou prochains mois, ce modèle peut prévoir le rendement des cultures pour la
prochaine saison. Pour la prévision spatio-temporelle de la ressource solaire, les méthodes physiques
généralement utilisés reposent sur les modèles numériques de prévision météorologique (NWP) [186,
188, 189].

Les modèles NWP utilisent les lois physiques gouvernant les changements d’état de l’atmosphère
pour prévoir l’évolution des facteurs météorologiques. Leur précision est liée à la bonne connaissance
de l’état de l’atmosphère et à la structure des modèles physiques sous-jacents. Les conditions initiales
ne sont souvent pas optimales en raison d’erreurs de mesure. Cependant, elles peuvent être affinées à
l’aide d’observations par des techniques d’assimilation de données [190]. La connaissance actuellement
limitée des mécanismes derrière les changements d’état de l’atmosphère entraîne souvent des biais
dans les résultats de prévision. Les modèles NWP ont connu des progrès, principalement grâce à
l’amélioration des techniques de résolution des équations mathématiques sous-jacentes [189]. Un
autre progrès concerne l’amélioration de leur résolution spatiale. Ces progrès vont de pair avec une
grande disponibilité de données et des moyens de calcul plus conséquents. Cette évolution est décrite
comme la révolution tranquille des modèles NWP dans [188]. Cependant, le coût calculatoire de ces
modèles reste toujours très élevé et est un frein à leur mise en œuvre dans un contexte de prévision
infra-horaire [189]. À cet égard, les modèles statistiques présentent un avantage car ils peuvent fournir
des prévisions sans avoir à résoudre des équations mathématiques complexes.

4.2.2 Les méthodes statistiques

De nombreux modèles spatio-temporels sont fondés sur les corrélations entre les différentes
variables observées, ce qui promeut l’application de modèles statistiques. Récemment, les chercheurs
se sont tournés vers la statistique spatio-temporelle pour la modélisation d’un processus spatio-temporel
[191, 192]. Les méthodes statistiques regroupent les approches classiques de modélisation de séries
temporelles telles que les modèles autorégressifs spatio-temporels et les méthodes géostatistiques
telles que le krigeage [186]. En général, les modèles statistiques sont plus faciles à mettre en œuvre et
permettent de s’affranchir du problème de complexité informatique qui affecte les modèles physiques.

4.2.2.1 Les approches classiques

Le modèle vectoriel autorégressif (ou VAR, pour vector autoregressive), qui est une extension du
modèle autorégressif univarié (ou AR, pour autoregressive), est l’un des modèles les plus simples à
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utiliser pour l’analyse de séries temporelles multivariées. Il s’est avéré particulièrement adapté à la
modélisation du comportement dynamique des séries temporelles dans le domaine des finances. Il
fournit de meilleures prévisions que les modèles AR. Le modèle VAR peut également être utilisé pour
fournir des prévisions dans le temps en tenant compte des dépendances spatio-temporelles entre les
données. Dans [193], le modèle VAR spatio-temporel a été utilisé pour la prévision de concentrations
en monoxyde de carbone enregistrées sur quatre sites et pour la prévision de la vitesse du vent sur onze
sites. Les résultats ont montré que ce modèle surpasse le modèle de persistance et le modèle AR. Pour
la prévision du vent, les auteurs ont également noté une meilleure performance du modèle VAR, surtout
aux endroits où les capteurs sont alignés selon la direction du vent [193]. Dans [194], le modèle VAR
a été utilisé pour la prévision du GHI à un horizon de temps de 5 min à partir de mesures provenant
de treize capteurs. Les résultats ont montré une meilleure performance de ce modèle par rapport à
la persistance. La théorie autour du modèle VAR et de sa variante VARMA (vector autoregressive
moving average), qui est une extension du modèle ARMA, peut être trouvée dans [195].

Des cas particuliers des modèles VARMA tels que le modèle STARMA (space-time autoregresssive
moving average) et sa variante STARIMA (space-time autoregressive integrated moving average),
proposés par [196, 197, 198, 199, 200], sont également utilisés pour la prévision spatio-temporelle.
Dans [201], le modèle STARMA a été utilisé pour évaluer la variabilité de la production électrique
d’un réseau de panneaux solaires photovoltaïques. Les auteurs ont modélisé le GHI en considérant une
grille carrée de 10km×10km en utilisant des données provenant de dix sites [201]. Les paramètres des
modèles ne sont pas liés à un site spécifique, mais dépendent simplement des vecteurs de distances entre
les sites, permettant ainsi de définir des matrices de dépendance structurées [202]. Ils ont constaté qu’un
processus autorégressif spatio-temporel du premier ordre fournit un ajustement adéquat aux données.
Dans [203], les auteurs ont proposé une nouvelle approche basée sur le modèle STARIMA pour la
prévision du GHI à partir de mesures et d’images satellitaires. L’intérêt majeur de cette étude se trouve
dans la combinaison d’informations temporelles avec les informations spatiales des pixels HelioClim-3
entourant le site de mesure. Les cartes HelioClim-3 fournissent une grande quantité d’informations
spatio-temporelles selon la région traitée dans l’étude. Les auteurs ont donc créé une stratégie de
sélection de la région à étudier permettant d’obtenir les paramètres spatiaux à inclure dans les données
d’entrée du modèle. Les résultats ont montré que l’intégration d’informations spatio-temporelles
provenant d’images satellitaires dans le modèle STARIMA améliore les résultats [203].

Ces familles de modèles VAR, VARMA et VARIMA ne permettent d’avoir des prévisions qu’en des
sites où il existe des mesures. Elles relient simplement la valeur actuelle de chaque site aux observations
passées des sites voisins. De plus, elles n’arrivent à capter que les relations linéaires entre les données.
Par ailleurs, ces méthodes sont généralement limitées à la modélisation d’un faible volume de données.
Dans le cas de la prévision de la ressource solaire, des prévisions hors site d’observation peuvent être
importantes pour une meilleure gestion de l’intégration de la production solaire photovoltaïque dans
un réseau électrique de distribution. D’autres modèles spatio-temporels tels que le krigeage sont alors
envisageables. Le krigeage est un outil adapté à la prévision spatio-temporelle, si l’on veut connaître
des valeurs du phénomène en des sites non observés.

4.2.2.2 Le krigeage

La régression non paramétrique par processus gaussien est largement utilisée en géostatistique
pour modéliser des fonctions à entrée bidimensionnelle ou tridimensionnelle où elle est connue sous le
nom de krigeage. Le krigeage est une méthode d’interpolation spatiale qui tient compte de la structure
spatiale des données. Le Krigeage produit de meilleurs résultats que les méthodes déterministes
d’interpolation spatiale qui se basent généralement sur des propriétés géométriques, sans tenir compte
du phénomène physique étudié [204]. Il doit son nom au chercheur français Matheron [146] qui a
défini le formalisme mathématique de cette méthode d’interpolation spatiale. Matheron s’est sans
doute inspiré des travaux de l’ingénieur minier sud-africain Krige [205] qui a été le précurseur de cette
méthode. D’autres chercheurs en météorologie se sont également inspirés des travaux de Krige pour
établir les fondements théoriques de cette méthode. Cependant, le formalisme proposé par Matheron
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est le plus adopté par la communauté scientifique [206]. Contrairement aux approches classiques
citées ci-avant, le krigeage prend en compte la structure de dépendance spatiale des données et permet
de prévoir la valeur de la variable régionalisée étudiée en un site non échantillonné. Le modèle de
base du krigeage a recours au même formalisme qu’un modèle GPR, c’est-à-dire qu’il est défini par
une fonction moyenne et une fonction de covariance ou noyau. Des exemples de travaux traitant de
la prévision spatiale du GHI par krigeage peuvent être trouvés dans [207, 208, 209, 210]. Dans ces
travaux, on note que le krigeage a donné de bons résultats à la fois pour des sites observés et pour
les sites non observés. Ces études ont été réalisées dans divers pays soumis à différents climats et les
auteurs arrivent à la même conclusion que le krigeage reste le meilleur outil d’interpolation spatiale du
GHI.

Le krigeage spatio-temporel est la généralisation du krigeage traditionnel spatial à des données
spatio-temporelles. Sa capacité à prévoir en des sites non observés apporte des solutions à de nombreux
problèmes dans divers domaines [211]. Le krigeage spatio-temporel est fréquemment utilisé dans
diverses disciplines tels que l’agriculture [212], la recherche environnementale [213, 214], la géologie
[215] et la géostatistique [216]. Le krigeage spatio-temporel est donc l’outil approprié à la prévision
de la ressource solaire, surtout lorsque des prévisions en des sites non observés sont nécessaires.
Les méthodes de krigeage spatio-temporel développées pour la prévision de la ressource solaire
sont passées en revue dans [217]. Diverses formes de krigeage spatio-temporel sont utilisées pour la
prévision de la ressource solaire [217] :

— le krigeage simple qui suppose que la moyenne du processus dans l’espace et dans le temps est
connue ;

— le krigeage ordinaire qui suppose que la moyenne du processus est inconnue, mais constante ;

— le krigeage universel qui considère que la moyenne du processus inconnue est une fonction des
variables d’entrée, par exemple, la longitude et la latitude.

Les corrélations dans l’espace et dans le temps sont modélisées par une fonction de covariance spatio-
temporelle et les paramètres sont généralement déterminés par maximisation de la vraisemblance
[218]. Dans la construction du noyau, certaines hypothèses simplificatrices, telles que la stationnarité,
la séparabilité et l’isotropie sont souvent considérées. Par analogie aux processus gaussiens, la fonction
de covariance spatio-temporelle a un impact crucial sur les performances du modèle. Les noyaux
spatio-temporels existants sont passés en revue dans [219]. Cependant, la plupart des études sur ces
fonctions de covariance restent purement théoriques. En pratique, pour modéliser les processus spatio-
temporels, la plupart des auteurs considèrent des noyaux séparables, car ces structures de covariance
sont faciles à utiliser. Néanmoins, ces noyaux peuvent ne pas modéliser correctement certaines données
météorologiques telles que la vitesse du vent [220, 221].

Les fonctions de covariance non séparables et non stationnaires ont été étudiées par quelques
chercheurs [222, 223, 220, 224, 221, 225]. Des travaux sur la prévision spatio-temporelle du GHI
par krigeage spatio-temporel peuvent être trouvés dans [226, 227]. Étant donné que la principale
source de variabilité spatio-temporelle de la ressource solaire est liée au passage des nuages au-dessus
de zone étudiée, des noyaux spatio-temporels anisotropes prenant en compte le déplacement des
nuages ont été développés dans la littérature. Dans [220], une fonction de covariance lagrangienne
anisotrope a été développée pour la prévision de données météorologiques. Il a été démontré que le
noyau lagrangien améliore la prévision de données météorologiques, telle que la vitesse du vent [220]
et la ressource solaire [227]. La fonction de covariance lagrangienne a été utilisée dans de nombreuses
études sur la prévision de la ressource solaire pour tenir compte de l’anisotropie due aux mouvements
des nuages [228, 229, 230]. Dans [228], un noyau obtenu par produit d’un noyau lagrangien et d’un
noyau temporel a été considéré. Dans [229] et [230], un noyau similaire, exprimé comme produit
d’une fonction de covariance lagrangienne (noyau lagrangien proposé par [231] en supposant une
vitesse de déplacement des nuages constante) et d’un noyau temporel, a été considéré. Cependant, leur
méthode de krigeage spatio-temporel anisotrope a conduit à de moins bons résultats de prévision sur
certains jours que la méthode de krigeage fondée sur un noyau spatial simple. En effet, les noyaux
spatio-temporels anisotropes proposés par [228, 229, 230] sont réduits à des noyaux séparables lorsque
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le terme lagrangien est négligeable, ce qui se produit lorsque le mouvement des nuages est négligeable
ou si les nuages varient rapidement de sorte que leur direction principale n’est pas détectable et, par
conséquent, la fonction de covariance est pratiquement réduite à un noyau isotrope. Dans ces situations,
le modèle anisotrope proposé par [228, 229, 230] est moins performant, probablement parce que
l’hypothèse de séparabilité est très discutable. Dans [226], un noyau spatio-temporel stationnaire
isotrope – la stationnarité et l’isotropie spatiales ont été obtenues par des déformations de l’espace
géographique [232] – a été considéré pour la prévision du GHI.

Un défi dans l’application du krigeage spatio-temporel, surtout celui anisotrope, à la prévision
de la ressource solaire est la maîtrise du coût calculatoire. Pour palier cet inconvénient, les auteurs
quantifient les distances de décorrélation spatiale et temporelle [228, 233, 234, 235]. La détermination
de la zone de corrélation spatiale et temporelle permet de réduire le coût calculatoire, car pour la
prévision en un point, seules les données situées dans la zone de corrélation sont introduites dans le
modèle de krigeage. L’état de l’art de l’estimation des distances de décorrélation peut être trouvé dans
[217]. Dans [204], les corrélations spatio-temporelles des données GHI sont analysées et le krigeage
spatio-temporel a été utilisé pour la modélisation du GHI. Un noyau spatio-temporel non séparable
anisotrope a été proposé et une nouvelle approche d’estimation des distances de décorrélation spatiale
et temporelle a été développée. Cette approche consiste à calculer des longueurs de décorrélation
distinctes dans la direction du mouvement des nuages ainsi que dans d’autres directions, y compris la
direction du vent. Les résultats ont montré une supériorité du krigeage spatio-temporel anisotrope par
rapport au modèle de persistance [204].

Dans le cadre du projet « Smart Occitania », les horizons de prévision nécessaires vont de l’infra-
horaire (10min) au journalier (24h). À travers ce projet, le gestionnaire du réseau électrique de
distribution français ENEDIS souhaite disposer de solutions logicielles à coût calculatoire maîtrisé
garantissant une qualité de service suffisante et favorisant la pénétration au sein des réseaux électriques
de distribution basse tension d’une production décentralisée (en particulier une production solaire
photovoltaïque) diffuse et intermittente. Ainsi, les prévisions dans le temps et dans l’espace du GHI
– les prévisions de la production électrique des installations solaires photovoltaïques sont obtenues
à partir de prévisions du GHI – en des sites de mesure et en des sites non échantillonnés de la
zone résidentielle (Villeneuve-de-la-Raho) servant de cas d’étude sont importantes afin de déduire la
production électrique des installations solaires photovoltaïques dans la zone résidentielle et d’anticiper
un déploiement massif de la production PV. Les modèles physiques dont le coût calculatoire reste
toujours très élevé malgré leurs progrès ces dernières années [189] ne peuvent pas être utilisés dans
notre cas. Contrairement à ces modèles, les modèles statistiques ont l’avantage de pouvoir fournir des
prévisions à divers horizons de temps sans avoir à résoudre des équations mathématiques complexes.
Les modèles statistiques regroupent les approches classiques (les modèles VAR, VARMA, VARIMA
et leurs dérivés) et le krigeage. Les approches classiques ne permettent d’avoir des prévisions qu’en
des sites de mesure. Par conséquent, dans cette thèse, le krigeage spatio-temporel ayant prouvé son
efficacité pour la prévision spatio-temporelle dans divers domaines, que ce soit en des sites de mesure
ou en des sites non observés, sera utilisé pour la prévision dans le temps et dans l’espace du GHI.
Divers noyaux spatio-temporels non-séparables et anisotropes prenant en compte le déplacement
des nuages ont développés dans la littérature scientifique pour la prévision spatio-temporelle de la
ressource solaire [228, 229, 230]. Ces noyaux se réduisent à des fonctions de covariance séparables
lorsque le mouvement des nuages est négligeable ou si les nuages varient rapidement de sorte que
leur direction principale n’est pas détectable. Les mesures du GHI issues du quartier résidentiel à
Villeneuve-de-la-Raho sont échantillonnées avec un pas de temps de 10min. Ce pas de temps limite la
capacité d’appréhender correctement l’influence des perturbations atmosphériques sur la variabilité
du GHI dans la zone considérée (voir la Section 4.3). Ainsi, pour la prévision dans le temps et dans
l’espace du GHI, un noyau séparable formé par produit d’un noyau spatial à identifier et du noyau
temporel identifié au Chapitre 3 sera considéré. Même si l’hypothèse de séparabilité reste discutable,
elle permet de réduire le coût calculatoire et d’avoir de premiers résultats. De plus, dans les travaux sur
la prévision de la ressource solaire par krigeage spatio-temporel, le noyau temporel considéré dans
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l’élaboration du noyau spatio-temporel est généralement un noyau exponentiel quadratique. Dans cette
thèse, un noyau temporel particulièrement adapté au GHI est utilisé.

4.3 Instrumentation et données disponibles
Dans le cadre du projet « Smart Occitania », le gestionnaire du réseau électrique de distribution

français ENEDIS et le laboratoire PROMES-CNRS ont fait le choix d’une zone résidentielle d’environ
120 habitations (avec 11 producteurs PV) à quelques kilomètres de Perpignan, à Villeneuve-de-la-
Raho (voir la Sous-sous-section 1.2.6.3 du Chapitre 1), pour la validation des algorithmes développés.
PROMES-CNRS ayant fait le choix d’une prévision de la production électrique des installations solaires
photovoltaïques à partir de prévisions de l’éclairement global horizontal, la zone résidentielle a été
instrumentée avec un réseau de 16 pyranomètres SP Lite 2 de la marque Kipp & Zonen, afin d’obtenir
une mesure distribuée du GHI, et une caméra à grand angle de champ fournissant des observations
atmosphériques. Le Tableau 4.1 répertorie les coordonnées GPS des pyranomètres installés au sein et
aux alentours de la zone résidentielle (voir Figure 4.1).

TABLEAU 4.1 – Coordonnées GPS des 16 pyranomètres installés à Villeneuve-de-la-Raho.

Pyranomètre Latitude Longitude

A 42,640806◦ N 2,909631◦ E
B 42,642661◦ N 2,912237◦ E
C 42,638505◦ N 2,915209◦ E
D 42,640678◦ N 2,912036◦ E
E 42,631491◦ N 2,915837◦ E
F 42,634169◦ N 2,918813◦ E
G 42,639929◦ N 2,920987◦ E
H 42,637320◦ N 2,923010◦ E
I 42,633142◦ N 2,922450◦ E
J 42,643701◦ N 2,882073◦ E
K 42,654698◦ N 2,894584◦ E
L 42,653674◦ N 2,901226◦ E
M 42,657415◦ N 2,914155◦ E
N 42,636605◦ N 2,897229◦ E
O 42,643064◦ N 2,900490◦ E
P 42,640715◦ N 2,905635◦ E

La Figure 4.1 montre la répartition dans l’espace des pyranomètres et la grille considérée pour
les prévisions. La position des capteurs a été décidée par PROMES-CNRS selon les possibilités
d’installation, la position des installations solaires photovoltaïques et les vents dominants. Ces derniers
influent sur le déplacement des masses nuageuses et, par conséquent, sur la disponibilité de la ressource
solaire. Instrumenter par des pyranomètres une zone plus étendue que la zone résidentielle considérée
permet d’anticiper les fluctuations de la ressource solaire dues aux perturbations atmosphériques. La
zone d’instrumentation s’étend sur 4 km2.

Les pyranomètres ont été installés sur des supports existants (lampadaires ou poteaux électriques).
La Figure 4.2 montre une vue des pyranomètres aux points C, D et K, installés respectivement sur
des lampadaires et un poteau électrique. Les capteurs transmettent leurs informations sous forme
analogique à un module de codage et de transmission (MCT) par radiofréquences (RF) qui permet
d’envoyer les mesures afin qu’elles puissent être archivées et consultées. L’émission et la réception RF
utilisent le réseau Sigfox. Le MCT convertit la mesure analogique en valeur numérique grâce à un
convertisseur analogique numérique. Ce dernier doit avoir une sensibilité en rapport avec la sensibilité
des capteurs qui varie selon le capteur de 60 à 100µV ·m2 ·W−1. L’information est transmise sous
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la forme d’une tension électrique, permettant de mesurer un éclairement global horizontal entre 0 et
1500W ·m−2. La tension mesurée maximale peut donc varier selon le capteur entre 90 et 150mV pour
cette plage de mesures. Le système MCT est alimenté par une batterie interne.

FIGURE 4.1 – Carte montrant la position des 16 pyranomètres installés à Villeneuve-de-la-Raho et la
grille de 100 × 100 considérée pour les prévisions.

FIGURE 4.2 – Pyranomètres aux points C, D et K, installés à Villeneuve-de-la-Raho sur des lampadaires
et un poteau électrique.

Les mesures du GHI provenant de la zone résidentielle sont utilisées pour la prévision spatio-
temporelle du GHI. Quelques jours de mesures sont présentés sur la Figure 4.3. Dans [236], la
variabilité spatiale et temporelle de la ressource solaire a été étudiée en utilisant une base de données
couvrant vingt ans. Ainsi, un coefficient de variabilité spatiale, noté ici VS, a été défini [236] :

VS =

√
1

mn

m

∑
i=1

n

∑
j=1

(yi j − y j)
2

1
n

n

∑
j=1

y j

(4.1)

où y ∈Rn×1 est le vecteur des moyennes des données issues des m capteurs et yi ∈Rn×1 est le vecteur
des données issues de mesures réalisées avec le capteur i. En calculant ce critère de variabilité spatiale
pour les sites de Villeneuve-de-la-Raho et Font-Romeu-Odeillo-Via, nous trouvons respectivement
0,32 et 0,91. On note une faible variabilité spatiale des données de Villeneuve-de-la-Raho, qui pourrait
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s’expliquer par l’échantillonnage de 10min, sans doute insuffisant pour distinguer la variabilité due
aux phénomènes atmosphériques sur une zone couvrant 4km2 (d’autant que les pyranomètres sont
concentrés sur une zone plus réduite). À Font-Romeu-Odeillo-Via, les mesures du GHI échantillonnés
avec un pas de temps de 1s sont réalisées avec un réseau de quatre pyranomètres espacés de 50 m
à 100 m. Cet échantillonnage temporel très fin permet de distinguer la variabilité spatiale due aux
phénomènes atmosphériques. Une illustration de ces phénomènes est montrée sur la Figure 4.4. On
remarque des chutes du GHI successivement au niveau de chaque capteur qui reflètent le passage,
par exemple, d’un nuage au-dessus de la zone et ces évènements durent 2min à 5min. Cette faible
variabilité spatiale des données issues de notre cas d’étude a une incidence directe sur la qualité de
l’interpolation spatiale produite par les modèles spatio-temporels développés.
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FIGURE 4.3 – Mesures du GHI sur quelques jours réalisées à l’aide des 16 pyranomètres installés à
Villeneuve-de-la-Raho.
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FIGURE 4.4 – Exemple de mesures du GHI à Odeillo, avec 4 pyranomètres espacés de 50 m à 100 m
et un échantillonnage de 1 s.

Afin d’identifier le noyau spatio-temporel, une étude comparative impliquant plusieurs noyaux
spatiaux ARD (en raison d’une coordonnée spatiale bidimensionnelle) et le noyau temporel kPer×RQ
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(identifié au chapitre précédent) est menée. Chaque pyranomètre est localisé par sa longitude et sa
latitude. Les données sont échantillonnées à un pas de temps de 10 min et les horizons de prévision
considérés vont de 10min à 24h. Les données couvrant les 30 premiers jours du mois d’août 2019 sont
considérées : les 15 premiers jours sont utilisés pour entraîner les modèles et les 15 derniers jours pour
évaluer leurs performances.

4.4 Processus gaussien spatio-temporel

4.4.1 Notations

Un processus gaussien est complètement défini par sa fonction moyenne et par sa fonction de cova-
riance. Pour f un processus gaussien spatio-temporel, on écrira f (s, t)∼ GP(µ(s, t),k((s, t),(s′, t ′))),
où (s, t) et (s′, t ′) sont deux variables d’entrée localisées par s et s′ aux instants t et t ′, µ(s, t) est la
fonction moyenne et k((s, t),(s′, t ′)) est la fonction de covariance.

4.4.2 Propriétés des noyaux spatio-temporels

Pour un processus spatio-temporel {z(s, t) : s ∈ Ds ⊂Rd , t ∈ Dt ⊂R}, une fonction de covariance
est dite spatio-temporellement stationnaire si ∀s,s′ ∈Ds, t, t ′ ∈Dt , il existe une fonction f1 : Rd ×R→
R telle que :

k((s, t),(s′, t ′)) = f1(s−s, t − t ′) (4.2)

Une fonction de covariance est spatio-temporellement isotrope si ∀s,s′ ∈ Ds, t, t ′ ∈ Dt , il existe une
fonction f2 : Rd ×R→ R telle que :

k((s, t),(s′, t ′)) = f2(∥ s−s′ ∥, |t − t ′|) (4.3)

Un noyau spatio-temporel est complètement symétrique si ∀s,s′ ∈ Ds, t, t ′ ∈ Dt :

k((s, t),(s′, t ′)) = k((s, t ′),(s′, t)) = k((s′, t),(s, t ′)) = k((s′, t ′),(s, t)) (4.4)

Un noyau spatio-temporel séparable est donné par :

k((s, t),(s′, t ′)) = ks(s,s
′) · kt(t, t ′) ∀s,s′ ∈ Ds, t, t ′ ∈ Dt (4.5)

ou

k((s, t),(s′, t ′)) = ks(s,s
′)+ kt(t, t ′) ∀s,s′ ∈ Ds, t, t ′ ∈ Dt (4.6)

où ks(s,s
′) est un noyau spatial et kt(t, t ′) est un noyau temporel. Dans l’équation (4.6), même si

les fonctions ks et kt sont strictement définies positives, le noyau k peut ne pas l’être. Il faut noter
que le noyau spatio-temporel séparable est un cas spécial d’un noyau spatio-temporel complètement
symétrique. Par conséquent, si le noyau n’est pas complètement symétrique, il ne peut pas être sépa-
rable. Les données environnementales ne sont généralement pas séparables en raison des interactions
complexes entre le temps et l’espace. Cependant, cette hypothèse de séparabilité, qui n’est vraisembla-
blement pas vérifiée, permet d’obtenir des résultats préliminaires sans avoir à recourir à des méthodes
d’approximation pour l’inversion des matrices (voir, par exemple, les travaux de [237]). En effet, cette
hypothèse permet le développement de modèles GPR spatio-temporels adaptés à de grands jeux de
données tirant profit des théorèmes de Kronecker [238].

NOTE

Par exemple, pour le calcul de la matrice de covariance K, en utilisant l’équation (4.5), il suffit de
calculer les matrices Ks et Kt et, ensuite, d’utiliser le produit de Kronecker [238] :

K = Ks ⊗Kt ⇐⇒ K−1 = K−1
s ⊗K−1

t (4.7)

Cette approche réduit considérablement le coût calculatoire. ♢
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4.4.3 Noyau spatio-temporel utilisé

Pour le développement de modèles GPR spatio-temporels, nous utilisons des noyaux séparables
(équation (4.5)) associant le noyau temporel kPer×RQ identifié au Chapitre 3 et un noyau spatial que
nous cherchons à identifier. Le noyau kPer×RQ, recommandé en présence d’un jeu de données couvrant
quelques semaines, est donné par :

kPer×RQ(t, t ′) = σ2 exp

−
2sin2

(
π(t−t ′)

P

)
ℓ2

1

 ·
(

1+
(t − t ′)2

2αℓ2
2

)−α

(4.8)

où t est le temps, σ est l’amplitude du signal, ℓ1 et ℓ2 sont les paramètres de corrélation, P est la
période et α est un paramètre de pondération des variations multi-échelles. La coordonnée spatiale s
étant bidimensionnelle, pour modéliser la structure de corrélation spatiale des données, les noyaux
avec ARD définissant automatiquement un paramètre de corrélation suivant chacune des dimensions
du vecteur d’entrée sont utilisés. Les noyaux avec ARD considérés, à savoir kSE−ARD, kRQ−ARD,
kM1/2−ARD, kM3/2−ARD et kM5/2−ARD, sont respectivement définis par :
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kRQ−ARD(s,s
′) = σ2

(
1+

1
2α

2

∑
i=1

(si − s′i)
2

ℓ2
i

)−α
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kM1/2−ARD(s,s
′) = σ2 exp
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kM3/2−ARD(s,s
′) = σ2

(
1+

√
3

2

∑
i=1

|si − s′i|
ℓi

)
· exp

(
−
√

3
2

∑
i=1

|si − s′i|
ℓi

)
(4.12)
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où σ est l’amplitude du signal, ℓ1 et ℓ2 sont les paramètres de corrélation, s et s′ sont des coordonnées
spatiales, et α est un paramètre de pondération des variations multi-échelles. Une étude comparative
des modèles GPR associant le noyau temporel kPer×RQ et ces noyaux spatiaux est présentée dans ce
chapitre.

4.5 Résultats et discussion
Cette section présente les résultats obtenus grâce aux modèles de prévision spatio-temporels

développés. Les performances des modèles sont évaluées à l’aide des critères définis à la Section 1.4
du Chapitre 1 tels que la racine carrée de l’erreur quadratique moyenne normalisée (nRMSE), l’erreur
absolue moyenne dynamique (DMAE), l’interval score (IS) et le skill score (SS). Pour ne pas surchar-
ger la présentation des résultats, cinq horizons de temps allant de 10min à 24h sont considérés. Tout
d’abord, une comparaison des performances des différents modèles GPR spatio-temporels développés
est effectuée en analysant les résultats sur les 15 jours de test. Ensuite, nous considérerons les cas parti-
culiers d’une journée ciel clair, d’une journée partiellement couverte et d’une journée complètement
couverte. Pour la prévision dans l’espace, nous avons considéré une grille de 100×100, ce qui fournit
une prévision tous les 30m en longitude et en latitude, à laquelle nous avons ajouté la position des 16
pyranomètres. La Figure 4.1 montre la position des pyranomètres et la grille utilisée.
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NOTE

L’apprentissage des modèles GPR a été réalisé à partir de mesures provenant de tous les pyranomètres
installés au sein du cas d’étude (16 capteurs). Toutefois, initialement, nous souhaitions utiliser des
données ne provenant que d’une partie de ces pyranomètres pour l’apprentissage et valider les struc-
tures de corrélation spatiale avec des données provenant des pyranomètres restants. Malheureusement,
en raison de la faible granularité de l’instrumentation, réduire la quantité de données utilisées lors de
l’apprentissage des modèles GPR a conduit à une dégradation des résultats. ♢

4.5.1 Évaluation des modèles
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FIGURE 4.5 – Valeurs des critères de performance pour les modèles GPR spatio-temporels développés
en considérant les données de test couvrant quinze jours (du 16/08/2019 au 30/08/2019).

Les valeurs des critères de performance pour les modèles GPR développés sont présentées sur la
Figure 4.5. En examinant les valeurs du nRMSE et du DMAE, nous ne pouvons pas tirer de conclusion
consolidée quant à la pertinence d’un noyau spatial car ces erreurs, qui combinent « erreurs de prévision
dans le temps » et « erreurs de prévision dans l’espace », sont calculées aux 16 points de mesure.
Par ailleurs, pour tous les horizons de temps considérés, les erreurs commises aux points de mesure
sont sensiblement identiques pour tous les modèles GPR développés, à l’exception du modèle GPR
associant noyau spatial kSE−ARD et noyau temporel kPer×RQ dont le DMAE augmente rapidement
lorsque l’horizon de temps augmente. Selon le score de compétence, pour un horizon de temps de
10min, la persistance sur l’indice ciel clair a des performances légèrement supérieures au modèle
GPR associant noyau spatial kSE−ARD et noyau temporel kPer×RQ, et modèle GPR associant noyau
spatial kM1/2−ARD et noyau temporel kPer×RQ. Pour un horizon de temps de 24h, les performances de
ce modèle de référence sont supérieures à celles des modèles GPR développés.

Pour mieux évaluer les structures de corrélation spatiale, nous nous focaliserons sur les résultats
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obtenus pour quelques journées-types : la journée ciel clair du 16/08/2019, la journée partiellement
couverte du 21/08/2019 et la journée complètement couverte du 27/08/2019.

NOTE

Rappelons qu’une journée presque ciel clair est caractérisée par un indice ciel clair supérieur ou égal
à 0,8, tandis qu’une journée complètement couverte est caractérisée par un indice ciel clair inférieur
ou égal à 0,4. Une journée partiellement couverte est caractérisée par un indice ciel clair compris
entre 0,4 et 0,8. ♢

4.5.2 Journées-types

Examinons les résultats de la prévision spatio-temporelle du GHI obtenus pour les journées
susmentionnées. Les données utilisées au cours de la phase de test sont respectivement présentées sur les
Figures 4.6, 4.7 et 4.8. Les valeurs des critères de performance pour les modèles GPR développés sont
présentées sur la Figure 4.9 pour la journée ciel clair, sur la Figure 4.10 pour la journée partiellement
couverte et sur la Figure 4.11 pour la journée complètement couverte.
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FIGURE 4.6 – Mesures du GHI (16 pyranomètres installés à Villeneuve-de-la-Raho) au cours de la
journée « ciel clair » du 16/08/2019.
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FIGURE 4.7 – Mesures du GHI (16 pyranomètres installés à Villeneuve-de-la-Raho) au cours de la
journée partiellement couverte du 21/08/2019.

Afin d’évaluer la pertinence des structures de corrélation spatiale considérées, quelques exemples
de prévision spatio-temporelle du GHI lors de la journée partiellement couverte sont présentés sur
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les Figures 4.12–4.16 (les exemples de prévision pour les autres journées-types ne sont pas présentés
ici car ils n’apportent pas d’information supplémentaire quant à la pertinence de tel ou tel noyau
spatial pour la prévision dans le temps et l’espace du GHI). Sur ces figures, les 16 pyranomètres sont
représentés par des points dont la couleur reflète la valeur du GHI mesuré à l’horizon de prévision
considéré ; à l’exception des points de mesure, la couleur indique la valeur des prévisions.
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FIGURE 4.8 – Mesures du GHI (16 pyranomètres installés à Villeneuve-de-la-Raho) au cours de la
journée complètement couverte du 27/08/2019.

0,1

0,2

nR
M

SE

0

0,05

0,1

0,15

D
M

A
E

GPR (kPer×RQ et kSE−ARD) GPR (kPer×RQ et kRQ−ARD)
GPR (kPer×RQ et kM1/2−ARD) GPR (kPer×RQ et kM3/2−ARD)
GPR (kPer×RQ et kM5/2−ARD)

10 min 1 h 3 h 5 h 24 h

1

1,5

2

Horizon de prévision.

IS

10 min 1 h 3 h 5 h 24 h

0

10

20

Horizon de prévision.

SS
[%

]

FIGURE 4.9 – Valeurs des critères de performance pour la journée ciel clair du 16/08/2019.

En examinant, d’une part, les valeurs des critères de performance pour les modèles GPR lors de la
journée partiellement couverte (Figure 4.10) et, d’autre part, les prévisions obtenues (Figures 4.12–
4.16), on peut noter que pour tous les horizons de temps considérés, le modèle GPR associant noyau
temporel kPer×RQ et noyau spatial kSE−ARD produit les moins bons résultats. En effet, sur ces figures,
on constate que ce modèle produit des prévisions du GHI qui tendent vers zéro dès lors que l’on
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s’éloigne des points de mesure, ce qui n’est bien évidemment pas le résultat souhaité. Par exemple, sur
la Figure 4.12a, le modèle GPR associant noyau temporel kPer×RQ et noyau spatial kSE−ARD produit
une prévision du GHI à 13h59 qui tend vers zéro dès lors que l’on s’éloigne des points de mesure alors
que le GHI mesuré est proche de 1000W ·m−2. Ce constat est le même quelle que soit la journée-type
considérée.
NOTE

Notons qu’en l’absence de données pour la mise à jour des modèles, les prévisions obtenues vont
tendre vers une valeur moyenne, qui est a priori nulle. Le fait que le modèle GPR associant noyau
temporel kPer×RQ et noyau spatial kSE−ARD produise des prévisions qui tendent vers zéro dès lors que
l’on s’éloigne des points de mesure semble indiquer que l’estimation des paramètres de corrélation ℓ1
et ℓ2 du noyau spatial produit de petites valeurs, contrairement aux autres modèles GPR développés.♢
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FIGURE 4.10 – Valeurs des critères de performance pour la journée partiellement couverte du
21/08/2019.

Pour ce qui est des autres modèles GPR développés, à savoir le modèle associant noyau temporel
kPer×RQ et noyau spatial kRQ−ARD et les modèles associant noyau temporel kPer×RQ et noyau spatial
de la classe Matérn (kM1/2−ARD, kM3/2−ARD ou kM5/2−ARD), les résultats obtenus sont similaires tant
pour l’erreur de prévision commise aux points de mesure (nRMSE) que pour l’interpolation spatiale
réalisée. Les prévisions du GHI fournies par ces modèles semblent indiquer des résultats cohérents
(Figures 4.12–4.16) sur la totalité de la zone d’intérêt (Villeneuve-de-la-Raho). Étant donné que des
mesures issues de tous les pyranomètres (16 capteurs) ont été considérées lors de l’entraînement des
modèles, nous ne pouvons pas, malheureusement, évaluer précisément la qualité de l’interpolation
spatiale et ainsi distinguer les modèles développés. On note également des prévisions faiblement
variables dans l’espace, ce qui n’est pas surprenant étant donné que les mesures utilisées présentent
une faible variabilité spatiale. Lorsque l’horizon de temps augmente, les prévisions fournies par les



4.6. CONCLUSION 91

modèles se dégradent : quel que soit le modèle considéré, on peut constater sur les cartes présentées
des prévisions éloignées des mesures.

4.6 Conclusion
Ce chapitre traite d’une première étape vers la prévision dans le temps et l’espace du GHI par

la mise en œuvre d’une régression non paramétrique par processus gaussien. Des modèles GPR ont
été développés en supposant une séparabilité entre l’espace et le temps. Le noyau temporel qui a été
considéré est le noyau kPer×RQ identifié au Chapitre 3 ; ce noyau est adapté à des jeux de données
couvrant quelques semaines. Une étude comparative des modèles GPR associant noyau temporel
kPer×RQ et différents noyaux spatiaux a été menée. L’analyse des résultats et l’examen de quelques
cas d’étude (une journée ciel clair, une journée partiellement couverte et une journée complètement
couverte) ont montré qu’il convient d’écarter le modèle GPR associant noyau temporel kPer×RQ et
noyau spatial kSE−ARD. En effet, ce modèle produit les moins bons résultats selon les critères de
performance utilisés (nRMSE, DMAE, IS et SS) et produit des prévisions spatiales qui tendent vers
0 lorsqu’on s’éloigne des points de mesure. En ce qui concerne les autres modèles GPR développés,
à savoir le modèle GPR associant noyau temporel kPer×RQ et noyau spatial kRQ−ARD et les modèles
GPR associant noyau temporel kPer×RQ et les noyaux de la classe Matérn, il est délicat de tirer des
conclusions consolidées sans procéder à des expérimentations supplémentaires. Ces modèles donnent
des résultats similaires qui semblent correctes, sans qu’aucun modèle ne se dégage clairement.
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FIGURE 4.11 – Valeurs des critères de performance pour la journée complètement couverte du
27/08/2019.

Cette étude a mis en lumière les limitations des données utilisées. En effet, on note des mesures
aberrantes et beaucoup de données manquantes dans les mesures réalisées à Villeneuve-de-la-Raho
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(seules les données du mois d’août 2019 ont passé les tests de qualités), ce qui limite l’étude sur un
jeu de données très restreint. Par ailleurs, on remarque également une faible granularité spatiale et les
mesures ont été réalisés avec un échantillonnage temporel grossier qui ne permet pas de distinguer
correctement les effets des phénomènes atmosphériques sur la variabilité spatiale du GHI ; ce qui
affecte directement la qualité de l’interpolation spatiale fournie par les modèles GPR spatio-temporels
développés. En raison de cette faible granularité spatiale, les données provenant de tous les capteurs
ont été utilisées lors de la phase d’entraînement des modèles.

Cette étude préliminaire a permis d’aboutir à des résultats qui peuvent être améliorés. Dans un
premier temps, augmenter la granularité de l’instrumentation au sein de la zone d’étude et utiliser un
temps d’échantillonnage plus fin pourrait permettre d’évaluer plus finement les prévisions spatiales
fournies par les modèles. Ensuite, il est possible de revenir sur certaines hypothèses utilisées pour la
construction des noyaux. D’une part, considérer une fonction moyenne non nulle (égale, par exemple,
à l’indice ciel clair) pourrait être intéressant car cela éviterait que les prévisions tendent vers 0 lorsque
l’on s’éloigne des points de mesure. D’autre part, des structures de noyau plus complexes pourraient
être considérées, notamment en ne supposant plus la séparabilité entre le temps et l’espace : bien
qu’impliquant une complexité calculatoire plus élevée, qui pourrait entraver l’implémentation en temps
réel des algorithmes, cela permettrait une modélisation plus réaliste du comportement spatio-temporel
du GHI.
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FIGURE 4.12 – Exemples de prévision à 10 min obtenue grâce aux modèles GPR testés.
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FIGURE 4.13 – Exemples de prévision à 1 h obtenue grâce aux modèles GPR testés.
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FIGURE 4.14 – Exemples de prévision à 3 h obtenue grâce aux modèles GPR testés.
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FIGURE 4.15 – Exemples de prévision à 5 h obtenue grâce aux modèles GPR testés.
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FIGURE 4.16 – Exemples de prévision à 24 h obtenue grâce aux modèles GPR testés.
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Conclusion générale

L’objectif de ce travail de thèse réalisé dans le cadre du projet « Smart Occitania » était de
développer des modèles pour la prévision localisée du GHI puis des modèles pour sa prévision dans
le temps et l’espace à des fins de gestion intelligente du réseau électrique de distribution en région
Occitanie. Pour y parvenir, nous nous sommes posés un certain nombre de questions. L’état de l’art
des modèles de prévision du GHI nous a amené à faire le choix de l’apprentissage automatique. Ces
modèles statistiques, capables de prévisions multi-horizons, permettent de s’affranchir d’un modèle
« ciel clair ». Néanmoins, il s’est avéré nécessaire d’identifier l’outil de l’apprentissage automatique
le plus adapté à la prévision GHI. Pour le contrôle-commande du réseau électrique de distribution
basse tension, le gestionnaire a besoin de prévision à des horizons de temps allant de l’infra-horaire à
l’infra-journalier à pas de temps 10 min. Différents jeux de données du GHI échantillonnées à 10 min
ont été utilisés et des horizons de temps allant de 10 min à 24 h ont été considérés.

L’outil de l’apprentissage automatique le plus adapté à la prévision du GHI a été choisi au
Chapitre 2. Une étude comparative des outils phares, à savoir la régression non paramétrique par
processus gaussien, la régression par machines à vecteurs de support et la régression par réseaux de
neurones artificiels a été menée. La persistance sur l’indice ciel clair a été utilisée comme modèle de
référence. Les résultats ont montré qu’à horizon de temps infra-horaire (10 min), tous les modèles
fondés sur l’apprentissage automatique et le modèle de persistance sur l’indice ciel clair donnent des
résultats similaires en termes de nRMSE. À mesure que l’horizon de temps augmente, nous avons
constaté la supériorité des modèles fondés sur l’apprentissage automatique. Toutefois, les modèles les
plus performants sont le modèle GPR fondé sur le noyau kRQ−ARD et le modèle LSTM (long short-term
memory). Notre choix s’est porté sur le modèle GPR, à l’aune des exigences de notre application.
Par ailleurs, les modèles GPR fournissent naturellement des intervalles de confiance associés aux
prévisions qui ont permis d’améliorer la robustesse du contrôleur prédictif développé dans le cadre du
projet « Smart Occitania ».

Un processus gaussien est complètement défini par sa fonction moyenne et sa fonction de cova-
riance, également appelé noyau. Au Chapitre 2, nous avons vu que le noyau qui encode les connaissance
a priori sur la fonction à apprendre est l’élément clé d’un modèle GPR. La question de l’entrée des
modèles GPR dédiés à la prévision du GHI a été posée au Chapitre 3. Un choix naturel est de consi-
dérer un historique d’observations du GHI. Cependant, comme nous l’avons vu, il est également
possible de considérer le temps en entrée. Cela a permis de construire un noyau particulièrement
adapté au GHI. Le modèle GPR fondé sur ce noyau est par nature multi-horizon, en ce sens qu’il peut
fournir une prévision du GHI à n’importe quel horizon de temps. Il s’agit du noyau quasi-périodique
kPer×RQ+Per adapté à des données couvrant plusieurs années. Pour des données couvrant seulement
quelques semaines, le noyau kPer×RQ est recommandé. Ces noyaux tirent profit des biais inductifs
connus sur la dynamique du GHI. Parmi les modèles GPR utilisant des observations en entrée, on
distingue des modèles multi-horizons et des modèles mono-horizons. Les résultats ont montré que les
modèles mono-horizons prennent le dessus sur les modèles multi-horizons. Cependant, dans le cas où
de nombreux horizons sont considérés – dans notre cas 144 horizons de prévisions sont nécessaires –,
il est préférable de se tourner vers les modèles multi-horizons. Parmi ces derniers, les modèles GPR
utilisant le temps en entrée sont les plus performants.

Un noyau temporel ayant été identifié au Chapitre 3, nous avons cherché à identifier un noyau
spatial à associer à ce noyau afin de développer des modèles GPR pour la prévision spatio-temporelle du
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GHI (Chapitre 4). Une étude comparative impliquant divers noyaux spatiaux avec automatic relevance
determination (ARD) a été menée. Les résultats obtenus ont été analysés pour trois cas particuliers.
Les résultats ont montré que l’on peut écarter le modèle GPR associant noyau temporel kPer×RQ et
noyau spatial kSE−ARD. Ce modèle a produit les moins bons résultats pour tous les horizons de temps
considérés. Quant aux autres modèles GPR développés, à savoir le modèle GPR associant noyau
temporel kPer×RQ et noyau spatial kRQ−ARD et les modèles GPR associant noyau temporel kPer×RQ et
noyaux spatiaux de la classe Matérn, nous ne sommes pas arrivé à conclure. Ils ont produit des résultats
similaires. Cette étude a permis d’aboutir à des résultats préliminaires, qui peuvent être améliorés.

En perspective, dans un premier temps, augmenter la granularité de l’instrumentation installée au
sein de la zone d’étude pourrait permettre d’évaluer plus finement les prévisions spatio-temporelles
fournies par les modèles. Des prétraitements appropriés aux données, notamment, pour rendre réaliste
l’hypothèse de séparabilité pourraient être envisagés. Ensuite, il est possible de revenir sur certaines
hypothèses utilisées pour la construction des noyaux. D’une part, considérer une fonction moyenne
non nulle (égale, par exemple, à l’indice ciel clair) pourrait être intéressant car cela éviterait que les
prévisions tendent vers 0 lorsque l’on s’éloigne des points de mesure. D’autre part, des structures de
noyau plus complexes pourraient être considérées, notamment en ne postulant plus la séparabilité entre
le temps et l’espace : bien qu’impliquant une complexité calculatoire plus élevée, qui pourrait entraver
l’implémentation en temps réel des algorithmes, cela permettrait une modélisation plus réaliste du
comportement spatio-temporel du GHI. Enfin, les prévisions pourraient être améliorées en tirant profit
d’informations provenant des images du ciel à haute dynamique prises par la caméra à grand angle de
champ installée à Villeneuve-de-la-Raho. Ces images fournissent des informations sur la couverture
nuageuse qui pourront être prises en compte dans les modèles afin d’anticiper les chutes brutales du
GHI.
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Résumé
La pénétration des énergies renouvelables intermittentes, en particulier du solaire photovoltaïque,

dans le réseau électrique de distribution ne cesse d’augmenter du fait de la dynamique insufflée par la
transition énergétique. Une mutation du réseau électrique de distribution est donc devenue nécessaire.
Cette mutation doit permettre d’augmenter la capacité d’accueil du réseau sans renforcement des
infrastructures et de limiter les contraintes, en particulier en tension, qui commencent à apparaitre sur
le réseau électrique de distribution basse tension.

Cette thèse s’inscrit dans le cadre du projet de démonstrateur de réseau électrique intelligent en
milieu périurbain/rural « Smart Occitania », traitant du développement d’une stratégie de contrôle à
coût calculatoire maîtrisé pour la gestion prédictive d’un réseau électrique de distribution basse tension.
La stratégie de contrôle implique des prévisions infra-horaires et infra-journalières de grandeurs
stochastiques, telles que la production solaire photovoltaïque. Ces travaux de thèse traitent de la
prévision multi-horizon, dans un premier temps localisée, puis spatio-temporelle, de l’éclairement
global horizontal (ou GHI, pour global horizontal irradiance) à des fins de prévision de la production
solaire photovoltaïque.

Tout d’abord, une étude comparative des outils de l’apprentissage automatique a été menée dans le
but de choisir l’outil le plus adapté à la prévision du GHI. Les résultats ont montré que la régression
non paramétrique par processus gaussien (ou GPR, pour Gaussian process regression) est l’outil le
plus adapté à notre application. Ensuite, le choix de l’entrée des modèles GPR a été étudié. En effet,
pour le GPR, il est possible d’utiliser le temps ou un historique d’observations comme entrée. Une
étude comparative a été menée, mettant en lumière qu’au regard de notre application, le temps était
l’entrée adéquate. Par ailleurs, les biais inductifs connus sur la dynamique du GHI ont été utilisés afin
de construire un noyau adapté. Enfin, une étude préliminaire a été menée, visant à déterminer le noyau
spatial à associer au noyau temporel pour la prévision dans le temps et l’espace du GHI.

Mots clés : éclairement global horizontal, régression non paramétrique par processus gaussien,
noyau, prévision, apprentissage automatique, production photovoltaïque, transition énergétique.

Abstract
The penetration of intermittent renewable energies, in particular solar photovoltaic (PV), in the

power distribution grid is constantly increasing due to the dynamics instilled by the energy transition.
A change of the power distribution grid has thus become necessary. This mutation must allow to
increase the capacity of the network without reinforcing the infrastructures and to limit the constraints,
in particular voltage constraints, which start to appear on the low voltage power distribution grid.

This thesis is part of the project Smart Occitania, which deals with the development of a control
strategy with controlled computing cost for the predictive management of a low voltage power distribu-
tion grid. The control strategy involves intrahour and intraday forecasts of stochastic quantities, such
as solar photovoltaic generation. This thesis deals with the temporal and spatio-temporal forecasting of
global horizontal irradiance (GHI), in order to forecast PV power generation.

First, a comparative study of machine learning tools was conducted in order to choose the most
suitable method for GHI forecasting. The results showed that non-parametric Gaussian process
regression (GPR) is the most suitable tool for our application. Then, the choice of the input of the
GPR models has been studied. Indeed, for GPR, time or historical observations can be used as input.
A comparative study was conducted, highlighting that, with respect to our application, time as an
adequate input. Furthermore, the known inductive biases on the GHI dynamics have been used to build
a suitable kernel. Finally, a preliminary study has been conducted, so as to determine the spatial kernel
to be associated with the temporal kernel for spatio-temporal forecasting of GHI.

Keywords : global horizontal irradiance, Gaussian process regression, kernel, forecasting, machine
learning, photovoltaic power generation, energy transition.
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