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Résumé

Cette thèse propose une amélioration pour la méthode Density Functional based Tight-
Binding (DFTB) en se concentrant sur les potentiels répulsifs, que lŠon représente comme
des interactions à plusieurs corps à lŠaide de réseaux de neurones de haute dimension
couplés à des fonctions de symétrie de Behler-Parrinello.

La première partie de ces travaux en présente le cadre théorique et les outils concep-
tuels principaux. À partir dŠun aperçu succinct des méthodes premier principe, et en
particulier de la théorie de la fonctionnelle de la densité (DFT), le formalisme DFTB est
détaillé avec une emphase particulière sur le terme de lŠénergie répulsive. Par la suite, une
présentation générale des outils dŠapprentissage automatique est donnée, avant de sŠin-
téresser plus spéciĄquement aux applications en simulation atomistique et aux potentiels
numériques en résultant.

La deuxième partie sŠinscrit dans la continuité directe de la précédente en proposant
une méthodologie permettant de greffer et dŠutiliser ces mêmes outils au sein du for-
malisme DFTB. Plusieurs grands axes en sont présentés : lŠobtention de données DFT
faisant office de références (avec application au Silicium pur), ainsi que lŠimplémentation
et lŠentraînement de réseaux de neurones pour les reproduire.

La dernière partie rend compte quantitativement des apports in-situ des potentiels
répulsifs numériques dans le code DFTB+. Celle-ci se focalise sur la qualité de représen-
tation pour une variété de systèmes dŠintérêt du Silicium pur, en identiĄant des caracté-
ristiques clés et en les comparant conjointement à la méthode DFT de référence et aux
potentiels répulsifs de paire utilisés par DFTB jusquŠalors. La capacité à représenter à la
fois les systèmes périodiques et isolés est notamment étudiée. Nous discutons également
de lŠintérêt, de la performance et des limitations de notre approche par rapport à deux
potentiels complètement paramétriques.

On obtient au Ąnal un potentiel répulsif Ąable, reproduisant Ądèlement les propriétés
de référence des phases cristallines et désordonnées, ce qui constitue une amélioration
sensible par rapport aux potentiels de paire. À cause de difficultés sporadiques à conver-
ger quelques géométries, traduites par des forces interatomiques parfois surestimées, la
performance globale sur les systèmes isolés est globalement inférieure aux potentiels de
paire ; ces derniers, plus Ąables, restent préférables pour les nano-objets. La comparaison
aux potentiels purement numériques étudiés est très disputée : ceux-ci font preuve dŠune
Ćexibilité plus marquée, synonyme bonnes performances interpolatoires mais aussi dŠune
robustesse physique moindre.

Mots-clés
Simulation atomistique, apprentissage automatique, Density Functional based Tight-
binding, potentiels répulsifs, réseaux de neurones de haute dimension, fonctions de sy-
métrie centrées sur les atomes de Behler-Parrinello, Silicium, monocristaux, liquides,
amorphes, nano-clusters.
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Transferable repulsive potentials for DFTB : a novel
machine-learning approach

Abstract

This thesis focuses on improving the Density Functional based tight-binding method
through the so-called repulsive potential. We represent it as a many-body interaction
with high-dimensional neural-networks and Behler-Parrinello symmetry functions.

First, we deĄne the theoretical framework and conceptual tools. Starting from a quick
overview of Ąrst principle methods, and especially Density Functional Theory (DFT),
the DFTB formalism is presented with emphasis on the repulsive energy. Then, a global
presentation of machine-learning is provided, before narrowing our interest to speciĄc
applications coupling it with atomistic simulation, hence focusing on numerical potentials
they generate.

The next part is in the direct continuity of the former, proposing a methodology allo-
wing to use those very tools within the DFTB formalism. Several directions are explored :
DFT calculations to obtain a set of meaningful reference data (applied to pure silicon)
and the implementation and training of neural-networks to reproduce such data.

Eventually, we evaluate in-situ the performance of such numerical repulsive potentials
with the DFTB+ software. We focus on representing important systems for pure silicon ;
we identify key features and compare it to both DFT reference and the pair repulsive
potential used until now in DFTB. In particular, we study the ability to cover periodic
and non-periodic systems with the same tool. We also discuss the advantages, perfomance
and limitations of our approach compared to two purely numerical potentials.

We get a reliable potential, reproducing accurately the properties of crystals and
disordered systems, which is a signiĄcant improvement compared to pair repulsive po-
tentials. Because of struggles to sometimes optimize geometries of isolated objects, seen
through an overestimation of interatomic forces, the overall performance on such systems
is inferior to pair potentials ; those are indeed more trustworthy, and should therefore be
preferred for nano-clusters. The comparison to fully-numerical potentials provides mixed
results : those show a greater Ćexibility than our tool, which entails both good interpo-
lation performance and lower physical robustness.

Keywords
Atomistic simulation, machine-learning, Density Functional based Tight-binding, repul-
sive potentials, high-dimensional neural-networks, Behler-Parrinello atom-centered sym-
metry functions, Silicium, monocristals, liquids, amorphous, nano-clusters.
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Chapitre 1

Introduction

Dès le paléolithique, la volonté de nos ancêtres de connaître et comprendre le monde
alentour émerge avec lŠapparition de formes sommaires de mathématiques et dŠastrono-
mie : la science trouve alors sa place aux côtés de la technique, et nŠaura dès lors cesse de
lŠalimenter. Au-delà des nombreux changements de paradigmes connus par les civilisations
successives, les scientiĄques de tous temps ont rivalisé dŠingéniosité pour développer des
modèles théoriques rendant compte des observations expérimentales, et pour éprouver à
lŠinverse des prédictions théoriques à coup de dispositifs expérimentaux pertinents. Ces
deux pendants ont dŠailleurs tout à gagner à ne pas sŠexclure lŠun lŠautre. Par exemple,
Ptolémée avance à tort dans son Almageste au IIe siècle quŠun objet lâché depuis le haut
du mât dŠun navire en mouvement ne chutera pas vers la base du mât, mais vers lŠar-
rière du vaisseau. Cette assertion aspire à soutenir le modèle, alors dominant, dŠune Terre
immobile et dŠun Univers géocentrique. Figure dŠautorité justiĄée par son statut de dé-
positaire du savoir accumulé au cours de lŠAntiquité, son modèle alimente pour plus dŠun
millénaire la croyance dŠune Terre au centre de tout ; faire lŠexpérience lui aurait permis
- ou à ses nombreux successeurs - dŠen constater lŠinvalidité, et aurait sans doute accéléré
nos progrès occidentaux en astronomie.

Des centaines dŠannées plus tard, les sciences sŠemparent de lŠoutil informatique très
tôt après son avènement au cours du XXe siècle. Elles y voient une opportunité certaine
pour combler les incomparabilités entre théorie et expérience : modèles théoriques trop
lourds pour étudier des systèmes réels à la main, échelles de taille ou de temps inaccessibles
aux expérimentateurs, etc. À la dualité déca-millénaire entre théorie et expérience vient
donc sŠajouter la simulation numérique. Le faible coût relatif de lŠutilisation dŠoutils
numériques en comparaison du matériel expérimental en fait une alternative intéressante.
Loin de sŠopposer aux manipulations expérimentales, ils permettent de faire la jonction
entre théorie et expérience, en se conĄrmant ou sŠinĄrmant mutuellement aĄn dŠenrichir
les modèles existants et de pouvoir corriger, consolider ou étendre notre connaissance du
monde qui nous entoure.

LŠétude des matériaux en constitue un exemple très convaincant : à lŠéchelle macrosco-
pique, nous disposons dŠun panel extensif de méthodes expérimentales Ąables permettant
de caractériser un matériau, et les modèles théoriques empiriques aspirent donc à re-
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produire lŠexpérience. À lŠinverse, les très petites échelles sont régies par la mécanique
quantique : le modèle théorique est connu, mais bien trop complexe pour sŠintéresser
à des systèmes réels et des approximations sont nécessaires. Dans le même temps, les
expériences sont plus ardues à contrôler, conduire et interpréter. Ici, lŠoutil numérique
permet dŠune part de créer des expériences in-silico parfaitement contrôlées, et dŠautre
part dŠapproximer plus ou moins Ąnement les équations de la mécanique quantique pour
rendre des systèmes de plus en plus pertinents accessibles, facilitant par la même occasion
la comparaison avec les résultats expérimentaux.

Lors de la dernière décennie, le paysage de la simulation des matériaux a été forte-
ment modiĄé par lŠutilisation de nombreux outils dŠapprentissage automatique. Bien que
la majorité des chercheurs sondent évidemment des applications variées, tous orientent
leur travaux dans une même direction : redéĄnir le compromis entre précision et coût
numérique. Dans lŠidée, ceci nŠa rien de surprenant : la volonté dŠétendre la précision des
méthodes premier principe à des systèmes toujours plus grands est au cœur de la disci-
pline depuis ses balbutiements. LŠapprentissage automatique est dès lors un formidable
tremplin, et représente un bond dŠune ampleur inédite offrant des perspectives promet-
teuses. En revanche, dans le cas des outils purement numériques le gain de performance
va souvent de paire avec une perte dŠinformation (par exemple lŠaccès à la structure
électronique) ou avec lŠapparition dŠune dépendance forte à des méthodes purement ma-
thématiques, dont les fondations physiques sont très réduites.

Les méthodes semi-empiriques sont bien plus anciennes, comme la méthode Density
Functional based Tight-Binding (DFTB) apparue à la Ąn du siècle dernier. Elles partagent
pourtant la même volonté que les outils dŠapprentissage automatique : alléger les calculs
de mécanique quantique des méthodes premier principe tout en amoindrissant la perte de
précision associée. Pour accomplir cela, on effectue nombre dŠapproximations basées sur
une forte intuition physique qui permettent de pré-calculer des paramètres clés, tout en
assurant une perte de précision marginale. Si cette approche apporte un gain de temps
inférieur à ses analogues complètement paramétriques, elle garantit de conserver lŠaccès
aux propriétés électroniques du système considéré et assure une forte robustesse.

Dans le formalisme DFTB, on approxime le potentiel répulsif comme une somme de
contributions polynomiales dépendantes de la distance entre deux atomes, aux paramètres
ajustés pour coller aux résultats premier principe. Cette représentation est limitée par
sa forme fonctionnelle simple, et il sŠagit dŠune simpliĄcation majeure de la méthode,
avec une justiĄcation physique moindre. Les présents travaux se concentrent ainsi sur
un potentiel complètement paramétré, ajusté à la main et à la faible motivation phy-
sique intrinsèque : en somme, un candidat tout désigné pour lŠapplication de méthodes
dŠapprentissage automatique.

Le chapitre 2 de cette thèse présente le formalisme de la méthode premier principe
de la théorie de la fonctionnelle de la densité (DFT ), qui sert de base de développement
à la méthode DFTB, détaillée au chapitre 3. Ceci nous permet dŠénoncer clairement
les objectifs de ces travaux au chapitre 4. Nous portons ensuite notre intérêt sur les
méthodes dŠapprentissage automatique au chapitre 5. Cela nous mène à la première partie
des travaux de cette thèse dans le chapitre 6, qui détaille les formalismes en jeu et leur
implémentation. Le chapitre 7 présente les potentiels répulsifs générés durant les présents
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travaux en deux points : lŠacquisition de données de référence et lŠentraînement de réseaux
de neurones. Une évaluation extensive des apports de cette nouvelle approche pour une
large variété de systèmes de Silicium pur est ensuite donnée au chapitre 8. EnĄn, le
chapitre 9 conclut en résumant les travaux effectués, discute les points majeurs relevés
ainsi que plusieurs directions à approfondir ou explorer en perspective.

13



Chapitre 2

Potentiels premier principe

Dans ce chapitre, nous introduisons succinctement la théorie de la fonctionnelle de la
densité (Density Functional Theory - DFT), de ses motivations aux possibilités quŠelle
offre, en passant par son formalisme mais aussi quelques unes de ses principales approxi-
mations. Ce sujet étant fréquemment détaillé dans la littérature, cette section ne se veut
pas exhaustive et sŠapplique à présenter les concepts nécessaires à la compréhension du
cadre théorique dans lequel sŠinscrit cette thèse.

Appréhender le comportement de la matière au niveau atomique implique de consi-
dérer des systèmes dŠune taille caractéristique de lŠordre de quelques Angströms (1 Å =
10−10 m). À cette échelle, les lois de la mécanique quantique sont dominantes. Dans
une approximation non-relativiste, déterminer les propriétés du système revient alors à
résoudre une des équations fondamentales de la théorie quantique : lŠéquation de Schrö-
dinger, que lŠon introduit brièvement plus loin. Nous proposons de présenter des méthodes
permettant de résoudre numériquement cette équation dans les quelques pages suivantes :
en partant du formalisme le plus fondamental, nous justiĄons les principales approxima-
tions par étapes chronologiques menant à lŠapparition de la méthode DFT.

2.1 Introduction historique

En décembre 1926, Erwin Schrödinger publie un article traitant de la théorie ondu-
latoire de la mécanique des atomes et molécules [1]. De manière hésitante, conscient du
changement fondamental de perspective sur notre vision du monde quŠil apporte, il pro-
pose une solution visant à outrepasser les limitations de la mécanique classique (quŠil
nomme "ordinary mechanics") à représenter les systèmes de très petite taille, cŠest-à-dire
à lŠéchelle atomique ou subatomique. Le formalisme proposé sŠappuie sur la thèse soute-
nue par Louis de Broglie en 1924 [2], et implique, entre autres, dŠattribuer aux particules
du système un comportement ondulatoire.

Les travaux présentés par Schrödinger, dans cet article et dŠautres, redéĄnissent notre
rapport aux petites échelles, donnant naissance dans les années suivantes à la mécanique
quantique ; de nombreuses recherches menées par la suite complètent cette théorie, jus-
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quŠà en faire lŠun des socles de la physique moderne.

La mécanique quantique postule notamment que lŠétat ♣Ψ, t⟩ de tout système quan-
tique non-relativiste est une solution de lŠéquation de Schrödinger dépendante du temps.

Ĥ♣Ψ, t⟩ = iℏ
∂♣Ψ, t⟩
∂t

. (2.1)

Bien quŠil existe en principe une solution exacte à cette équation quel que soit le
système considéré, il nŠest dans les faits possible de la résoudre que pour des systèmes
très simples : dès lors quŠil est nécessaire de considérer plusieurs particules en interaction,
la solution, comme pour nombre dŠautres équations différentielles, ne peut pas à notre
connaissance être exprimée de manière analytique et exacte.

Pour pallier cette limitation fondamentale, plusieurs approximations et algorithmes
ont été développés dans lŠobjectif de fournir des solutions numériques suffisamment pré-
cises pour comprendre les mécanismes en jeu aux petites échelles.

2.2 Théorie de Hartree-Fock

La représentation dŠun système atomique ne dépendant pas explicitement du temps
implique la résolution de lŠéquation de Schrödinger indépendante du temps :

Ĥ♣Ψ⟩ = E♣Ψ⟩, (2.2)

où Ĥ est lŠopérateur "énergie totale", ou hamiltonien, du système et la fonction dŠonde
♣Ψ⟩ un vecteur normalisable dŠun espace de Hilbert 1 décrivant complètement lŠétat de
toutes les particules du système, électrons comme noyaux atomiques.

LŠobjectif est dŠobtenir les énergies E du système ainsi que les fonctions dŠondes
associées desquelles découlent toutes ses propriétés.

Le hamiltionien du système est déĄni comme lŠopérateur correspondant à lŠénergie
totale du système et est exprimé par analogie à la mécanique classique comme la somme
de lŠopérateur énergie cinétique T̂ et de lŠopérateur énergie potentielle V̂ :

Ĥ = T̂ + V̂ ,

que lŠon peut ré-exprimer, en unités atomiques, pour un système à Ne électrons et Nn

noyaux atomiques comme :

Ĥ =−
Ne
∑

i=1

1

2
∇2

i −
Nn
∑

I=1

1

2MI

∇2
I

−
Ne
∑

i=1

Nn
∑

I=1

ZI

♣r⃗i − R⃗I ♣
+

Ne
∑

i=1

Ne
∑

j>i

1

♣r⃗i − r⃗j♣
+

Nn
∑

I=1

Nn
∑

J>I

ZIZJ

♣R⃗I − R⃗J ♣
,

(2.3)

1. Espace qui étend les méthodes dŠalgèbre linéaire en généralisant les notions dŠespaces euclidiens ou
hermitiens à des espaces de dimensions quelconques (Ąnies ou inĄnies).
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où :
• r⃗i désigne la position de lŠélectron i.
• R⃗I désigne la position du noyau atomique I.
• ZI est le numéro atomique du noyau atomique I.
• MI désigne la masse du noyau atomique I.

Par identiĄcation, la première ligne de lŠéquation (2.3) correspond à lŠopérateur énergie
cinétique T̂ = T̂e+T̂n. Les deux termes représentent respectivement les opérateurs énergie
cinétique des électrons T̂e et des noyaux atomiques T̂n. Les opérateurs Laplaciens agissent
sur les positions des électrons et des noyaux atomiques de la manière suivante :

∇2
iA =

∂2A

∂r2
i,x

+
∂2A

∂r2
i,y

+
∂2A

∂r2
i,z

et ∇2
IA =

∂2A

∂R2
I,x

+
∂2A

∂R2
I,y

+
∂2A

∂R2
I,z

,

en coordonnées cartésiennes, pour une fonction A de lŠespace de Hilbert.

La seconde ligne de lŠéquation (2.3) correspond à lŠopérateur énergie potentielle du
système V̂ . Ces trois termes dŠinteraction coulombienne représentent respectivement :
• V̂n←→e lŠattraction entre noyaux et électrons.
• V̂e←→e la répulsion entre électrons.
• V̂n←→n la répulsion entre noyaux atomiques.

La fonction dŠonde Ψ est déĄnie comme une fonction de la position et des spins de
toutes les particules du système.

Ψ = Ψ
(

¶r⃗i, ωi♢Ne

i=1 ,
{

R⃗I ,ΩI

}Nn

I=1

)

.

Notre présentation ne dépend pas de manière importante des variables de spin ωi

et ΩI , nous les omettons donc dans la suite. Par ailleurs nous nous plaçons dans le
cadre de lŠapproximation de Born-Oppenheimer [3], en séparant les degrés de libertés
électroniques et nucléiques et en considérant les noyaux comme des particules classiques.
Dans cette approximation les fonctions dŠondes des électrons, légers et rapides, sŠadaptent
de manière instantanée aux positions des noyaux traités comme des charges ponctuelles
positives. LŠapproximation de Born-Oppenheimer peut se justiĄer par le petit rapport de
masse me

MI
, où me est la masse de lŠélectron.

Dans ce cadre, lŠéquation à résoudre devient celle donnée par le Hamiltonien dŠun
système de Ne électrons dans le potentiel créé par les noyaux :

Ĥe =
Ne
∑

i=1





1

2
∇2

i +
Ne
∑

j>i

1

♣r⃗i − r⃗j♣
−

Nn
∑

I=1

ZI

♣r⃗i − R⃗I ♣



 . (2.4)

Dans cette dernière équation, les coordonnées des noyaux représentent des paramètres
Ąxés pour lesquels sont déterminées les fonctions dŠondes électroniques. Les fonctions
dŠondes solutions de lŠéquation stationnaire de Schrödinger dépendent donc de manière
paramétriques des positions atomiques :
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Ĥe(¶R⃗I♢Nn

I=1)♣ψ(¶R⃗I♢Nn

I=1)⟩ = Ee(¶R⃗I♢Nn

I=1)♣ψ(¶R⃗I♢Nn

I=1)⟩. (2.5)

Cette approche est intéressante : lorsquŠon considère lŠénergie cinétique des noyaux
ainsi que lŠinteraction entre les noyaux Vn←→n(¶R⃗I♢Nn

I=1), on peut reconstruire un Hamil-
tonien pour les noyaux.

Hn = Tn

(

{

R⃗I

}Nn

I=1

)

+ Vn←→n

(

{

R⃗I

}Nn

I=1

)

+ Ee

(

{

R⃗I

}Nn

I=1

)

. (2.6)

Dans cette équation, Ee et Vn←→n jouent le rôle de potentiels classiques agissant sur
les coordonnées nucléaires, bien que le premier dépende directement de lŠétat quantique
des électrons. On peut donc faire évoluer classiquement les positions des noyaux dans le
champ quantique des électrons : ce sont les bases des méthodes de dynamique classique
des noyaux, telles que la dynamique moléculaire de Born-Oppenheimer [4].

Revenons à la résolution du problème électronique. En supposant les ions Ąxés, on
réécrit lŠéquation stationnaire (2.5) plus simplement :

Ĥe♣ψ⟩ = Ee♣ψ⟩. (2.7)

En 1928, Douglas Hartree propose dŠapprocher la fonction dŠonde ♣ψ⟩ à Ne électrons
par un produit de fonctions dŠondes mono-électroniques qui fut par la suite appelé produit
de Hartree [5] :

ψ
(

¶r⃗i♢Ne

i=1

)

= ψ1 (r⃗1) ·ψ2 (r⃗2) · · · · ·ψNe (r⃗Ne
) . (2.8)

Bien quŠil représente un premier pas signiĄcatif pour exprimer la fonction dŠonde à
Ne électrons, le produit de Hartree ne possède pas de symétrie par rapport à lŠéchange
de deux coordonnées électroniques : r⃗1 ←→ r⃗2.
Une expression plus complète du principe de Pauli [6], prenant en compte lŠindiscernabilité
des fermions, impose que la fonction dŠonde des électrons soit antisymétrique vis-à-vis
de lŠéchange des coordonnées de deux particules (de même spin, non précisé dans notre
explication simpliĄée) :

ψ (· · · , r⃗i, · · · , r⃗j, · · · ) = −ψ (· · · , r⃗j, · · · , r⃗i, · · · ) .

La méthode Hartree-Fock respecte par construction cette règle de symétrie en recher-
chant dŠemblée une solution antisymétrique sous la forme dŠun déterminant de Slater,
proposé en 1929 par John Clarke Slater [7] :

ψ
(

¶r⃗i♢Ne

i=1

)

=
1√
Ne!













ψ1 (r⃗1) ψ2 (r⃗1) · · · ψNe
(r⃗1)

ψ1 (r⃗2) ψ2 (r⃗2) · · · ψNe
(r⃗2)

...
...

. . .
...

ψ1 (r⃗Ne
) ψ2 (r⃗Ne

) · · · ψNe
(r⃗Ne

) .













(2.9)
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La résolution des approches de Hartree et de Hartree-Fock procède grâce au principe
variationnel : les variations de lŠénergie autour des énergies propres du Hamiltonien élec-
tronique sont stationnaires lorsque les fonction dŠondes correspondent à des états propres.

δ
⟨ψ♣Ĥ♣ψ⟩
⟨ψ♣ ψ⟩ = 0. (2.10)

LŠapplication du principe variationnel au Hamiltonien électronique, en utilisant un
déterminant de Slater et les conditions dŠorthonormalisation des fonctions dŠondes, mène
à lŠéquation de Fock qui est une équation de Schrödinger indépendante du temps appliquée
au problème électronique.

[

−∇
2

2
+ V0(r⃗) + VH(r⃗)

]

ψk(r⃗)−
Ne
∑

l=1

ψl(r⃗)
∫

d3r′ψk(r⃗′)ψ∗
l (r⃗′)

∣

∣

∣r⃗ − r⃗′
∣

∣

∣

= εkψk(r⃗), (2.11)

où V0(r⃗) est le potentiel dŠinteraction dŠun électron avec les noyaux atomiques

V0(r⃗) =
Nn
∑

I=1

ZI
∣

∣

∣r⃗ − R⃗I

∣

∣

∣

,

et VH(r⃗) est un potentiel de type Hartree, qui représente lŠinteraction Coulombienne

dŠun électron avec la densité de charge ρ(r⃗) =
Ne
∑

l=1
ψ∗

l (r⃗)ψl(r⃗) :

VH(r⃗i) =
Ne
∑

l=1

∫

d3r
ψ∗

l (r⃗)ψl(r⃗)

♣r⃗ − r⃗i♣
=
∫

d3r
ρ(r⃗)

♣r⃗ − r⃗i♣
.

Le dernier terme du membre de gauche est le potentiel dŠéchange appliqué à la fonction
dŠonde ♣ψk⟩ ; il est plus complexe que les autres. Le terme dŠéchange est négatif, non-local
et dépend du chevauchement des fonctions dŠondes du système. De plus (même si cela
nŠest pas apparent dans notre présentation simpliĄée), il ne couple que des fonctions
dŠondes ψk(r⃗) et ψl(r⃗) de même spin. Ce terme dŠéchange découle directement de la
forme antisymétrique du déterminant de Slater et donc du principe de Pauli. Bien quŠil
soit issu dŠune théorie quantique qui sŠapplique à très petite échelle, il est à lŠorigine des
phénomènes de ferromagnétisme et dŠanti-ferromagnétisme qui sŠexpriment à lŠéchelle
macroscopique dans les métaux de transition.

Sans entrer dans le détail de la résolution du problème de Hartree-Fock, notons cer-
taines caractéristiques importantes du traitement de lŠéquation (2.11) que lŠon retrouve
dans dŠautres méthodes de structure électronique.

Insistons tout dŠabord sur le fait que la théorie de Hartree-Fock est une théorie de lŠétat
fondamental. En effet, le principe variationnel revient en pratique à minimiser lŠénergie
du système dŠélectrons, permettant de déterminer lŠétat fondamental du système alors
que les états excités restent en général hors de portée dŠune telle procédure.
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DŠautre part, on remarque que le potentiel utilisé dans cette méthode variationnelle
dépend lui même des solutions ψk(r⃗). Cette interdépendance nécessite donc une résolution
itérative et auto-cohérente (Self Consistent Field Method). En pratique, ceci rend la
tâche plutôt difficile et coûteuse numériquement, en particulier lorsquŠun grand nombre
dŠélectrons sont impliqués.

La résolution de lŠéquation (2.11) utilise une base de fonctions dŠondes sur laquelle
on exprime les différents termes dŠénergie et décompose les fonctions mono-électroniques
♣ψk⟩.

Les solutions auto-cohérentes ♣ψk⟩ représentent un jeu dŠorbitales ¶ψk♢ orthonormales
dŠénergies ¶εk♢. Le déterminant de Slater obtenu à partir des Ne orbitales de plus basses
énergies est lŠétat fondamental de Hartree-Fock ψ0 avec lŠénergie totale EHF

0 .

Le sens physique des énergies dŠorbitales ¶εk♢ nous est donné par le théorème de
Koopmans, démontré en 1934 par Tjalling Koopmans [8], qui recevra par ailleurs le prix
Nobel dŠéconomie en 1975 :

LŠénergie εk associée à une orbitale occupée correspond, au signe près, à lŠénergie
dŠionisation nécessaire pour arracher lŠélectron qui occupe cette orbitale ψk.

Théorème de Koopmans

En dŠautres termes, il sŠagit dŠune approximation dans laquelle on néglige lŠimpact sur
les autres orbitales de lŠajout ou du retrait dŠun électron dans une orbitale. Cela signiĄe
que lŠon ne prend pas en compte la relaxation des orbitales induite par de tels chan-
gements, et on parle parfois dŠapproximation des orbitales gelées. Cette approche peut
faire office dŠune première approximation acceptable pour le calcul de potentiels dŠioni-
sation, mais la mauvaise représentation des affinités électroniques cause une tendance à
surévaluer les gaps et à sous-évaluer la largeur des bandes lors des calculs de structure
électronique.

Dans la méthode Hartree-Fock, lŠénergie totale EHF
0 est obtenue par lŠapplication du

principe variationnel en supposant que la fonction dŠonde prend la forme dŠun déterminant
de Slater. Le terme dŠéchange est une contribution majeure aux corrélations effectives
entre électrons de même spin, mais la méthode Hartree-Fock ne décrit pas précisément
les corrélations entre électrons de spins opposés. Si on note E0 lŠénergie correcte du
système de Ne électrons, les contraintes sur la forme de la fonction dŠonde Hartree-Fock
imposent donc :

E0 < EHF
0 .

Bien quŠil sŠagisse effectivement dŠune corrélation entre électrons de même spin, on
lŠappelle simplement "échange" dans le vocabulaire de la structure électronique. En re-
vanche, on nomme "corrélation" les termes correctifs au-delà de Hartree-Fock. Ceci déĄnit
lŠénergie de corrélation comme une quantité négative :
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Ec = E0 − EHF
0 < 0.

Pour aller au-delà de cette limite imposée par la forme de la fonction dŠonde, on peut
considérer un ensemble de déterminants de Slater initialement construits en occupant des
orbitales mono-électroniques de plus haute énergie. On fait référence à ces méthodes sous
le nom de méthodes "post Hartree-Fock". Néanmoins, malgré des efforts récents [9], la
scalabilité de la méthode Hartree-Fock reste plutôt mauvaise (originellement O(N4) où
N est le nombre de fonctions de base avec N ≥ Ne [10]). Les méthodes post Hartree-Fock,
nécessairement plus lourdes numériquement, se limitent en pratique à des systèmes de
quelques dizaines dŠatomes. Une alternative méthodologique est donnée par la théorie
de la fonctionnelle de la densité dans laquelle on peut tenir compte à la fois des termes
dŠéchange et de corrélation.

2.3 Théorie de la fonctionnelle de la densité

En 1964, Pierre Hohenberg et Walter Kohn proposent dŠapprocher le problème de la
structure électronique sous un nouvel angle [11]. LŠidée originale sŠappuie sur le modèle
de Thomas-Fermi, proposé en 1927 par Llewellyn Thomas [12] et Enrico Fermi [13], et
montre que lŠénergie totale dŠun ensemble dŠélectrons en interaction dans un potentiel
externe peut être écrite comme une fonctionnelle de la densité électronique E[n(r⃗)], au
lieu de la fonction dŠonde à Ne électrons ψ

(

¶r⃗i♢Ne

i=1

)

:

Toute observable physique du système à lŠétat fondamental est également une fonc-
tionnelle unique et universelle de la densité électronique n0, soit pour lŠénergie :
E = E[n0(r⃗)].

Premier théorème de Hohenberg-Kohn

Un an plus tard, W. Kohn et Lu Sham proposent un nouvel algorithme permettant
dŠobtenir dŠune part la densité électronique n et dŠautre part dŠen déduire lŠénergie totale
associée E[n] [14]. On exprime la fonctionnelle énergie totale comme

E[n] = T0[n] + EH[n] + Exc[n] +
∫

Vext(r⃗)n(r⃗)d3r, (2.12)

où
• T0[n] est la fonctionnelle énergie cinétique correspondant à lŠénergie cinétique dŠun

gaz inhomogène de densité n composé dŠélectrons nŠinteragissant pas.
• EH[n] est lŠénergie de Hartree (répulsion électron-électron).

EH[n] =
1

2

∫

n(r⃗)VH(r⃗)d3r =
1

2

∫ ∫

n(r⃗)
n(r⃗)
∣

∣

∣r⃗ − r⃗′
∣

∣

∣

)d3rd3r′.
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• Exc[n] est lŠénergie dŠéchange-corrélation. CŠest la somme de lŠénergie dŠéchange
Ex, de lŠénergie de corrélation Ec et dŠune correction sur lŠénergie cinétique prove-
nant des corrélations entre électrons. Sa dépendance exacte en n nŠest pas connue
et doit être approximée.
• Vext(r⃗) est un potentiel externe agissant sur le système électronique (par exemple

les charges des noyaux atomiques).

La forme fonctionnelle de lŠénergie cinétique dŠun gaz dŠélectrons en interaction en
fonction de la densité étant inconnue, Kohn et Sham choisissent une nouvelle approche.

Si vous nŠaimez pas la réponse, modiĄez la question.

Ansatz de Kohn et Sham

Ils proposent de représenter la densité n comme la somme dŠorbitales à un électron
ψi dŠoccupations respectives fi. Pour M orbitales prises en compte dans le calcul, on a :

n(r⃗) =
M
∑

i=1

fi ♣ψi(r⃗)♣2 , où
M
∑

i=1

fi = Ne. (2.13)

On peut donc exprimer lŠénergie en fonction de ces orbitales à un électron.

E[n] =
M
∑

i=1

fi

∫

ψ∗
i (r⃗)

(

−∇
2

2
+ Vext(r⃗) +

1

2
VH[n(r⃗)]

)

ψi(r⃗)d
3r + Exc[n].

À partir de cette expression, le second théorème de Hohenberg-Kohn fournit un prin-
cipe variationnel permettant de déterminer lŠétat fondamental du système à partir de la
fonctionnelle E[n].

Pour un potentiel et un nombre dŠélectrons donnés, lŠénergie de lŠétat fondamental
du système est la valeur qui minimise la fonctionnelle E[n], et la densité qui lui est
associée correspond à la densité exacte n0(r⃗) de lŠétat fondamental.

Second théorème de Hohenberg-Kohn

On a donc
δE[n(r⃗)]

δn(r⃗)

∣

∣

∣

∣

∣

n0(r⃗)

= 0,

dŠoù, pour lŠétat fondamental

δ

δψ∗
i (r⃗)



E
[

{

ψ∗
j

}M

j=1

]

−
M
∑

j,k=1

λjk

∫

ψ∗
j (r⃗′)ψk(r⃗′)d3r′



 = 0 , ∀i,
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où les multiplicateurs de Lagrange λjk permettent de tenir compte de lŠorthonorma-
lisation des orbitales ψj. On peut alors écrire les équations de Kohn-Sham :

[

−∇
2

2
+ Vext(r⃗) + VH[n(r⃗)] + Vxc[n(r⃗)]

]

ψi(r⃗) = εiψi, (2.14)

où le nouveau potentiel

Vxc[n(r⃗)] =
δExc[n(r⃗)]

δn(r⃗)

désigne la dérivée fonctionnelle de lŠénergie dŠéchange-corrélation.

Nous avons vu plus tôt (2.13) que la densité n(r⃗) dépend des orbitales ψi(r⃗). LŠopé-
rateur agissant sur ces orbitales dépend donc indirectement de ces mêmes orbitales. De
manière analogue à la théorie de Hartree-Fock (2.10), il faut recourir à un algorithme
auto-cohérent (Self Consistent Field Method, SCF) pour résoudre les équations de Kohn-
Sham (2.14). À partir dŠune proposition acceptable pour densité initiale, on obtient des
orbitales associées nous permettant de déterminer une nouvelle densité, donc de nou-
velles orbitales.. Lorsque la différence entre deux calculs successifs devient négligeable, on
considère que le système dŠéquation a convergé et on arrête la procédure.

LŠénergie totale DFT peut sŠécrire comme :

E[n(r⃗)] =
M
∑

i

fiεi − EH[n(r⃗)]−
∫

n(r⃗)Vxc[n(r⃗)]d3r + Exc[n(r⃗)]

= −1

2

M
∑

i

fi

∫

ψ∗
i (r⃗)∇2ψi(r⃗) +

∫

n(r⃗)Vext[n(r⃗)]d3r + EH[n(r⃗)] + Exc[n(r⃗)].

(2.15)

2.3.1 Approximation de la densité locale

LŠénergie dŠéchange et corrélation Exc est inconnue et doit être approximée. Parmi
pléthore dŠapproches développées au cours des dernières décennies, nous proposons de
présenter la classe la plus simple dŠentre elles : lŠapproximation de la densité locale (Local
Density Approximation - LDA).

Dans cette approximation, la fonctionnelle dŠéchange et corrélation sŠécrit comme une
simple somme de contributions calculées en chaque point de lŠespace :

ELDA
xc [n(r⃗)] =

∫

n(r⃗)εxc (n(r⃗)) d3r. (2.16)

LŠapproche la plus courante consiste à approximer lŠénergie dŠéchange et corrélation
εxc(n(r⃗)) par la densité électronique dŠun gaz homogène dŠélectrons de densité n(r⃗). On
décompose cette énergie comme la somme dŠune énergie dŠéchange εx et dŠune énergie de
corrélation εc.

εxc (n) = εx (n) + εc (n) .
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Pour un gaz homogène dŠélectrons, lŠénergie dŠéchange est connue analytiquement :

εx (n) = −3

4

(

3

π

)1/3

n1/3.

Le calcul de lŠénergie de corrélation est moins aisé. Des expressions analytiques pour
un gaz homogène dŠélectrons sont connues dans les limites des hautes et basses densités,
correspondant respectivement à des corrélations inĄniment faibles ou inĄniment fortes.

Plusieurs approches, numériques [15] ou non [16], sont disponibles pour permettre de
déterminer lŠénergie de corrélation pour toutes les densités.

Le potentiel dŠéchange et corrélation associé à la fonctionnelle (2.16) est :

V LDA
xc [n(r⃗)] =

δELDA
xc [n(r⃗)]

δn(r⃗)
= εxc (n(r⃗)) +

dεxc (n(r⃗))

dn(r⃗)
n(r⃗). (2.17)

Bien que lŠapproximation sur laquelle repose la fonctionnelle LDA puisse paraître sim-
pliste, celle-ci est suprenamment performante pour de nombreux systèmes. En pratique,
la LDA tend à sous-évaluer systématiquement Exc pour les points de basse densité, et
compense en surévaluant Exc pour les points de densité plus forte. En moyenne, on obtient
un comportement satisfaisant : les propriétés élastiques, structurelles et vibrationnelles
de systèmes où la distribution de densité est relativement uniforme sont bien représentées
par cette approximation.

En revanche, la méthode tend à favoriser les systèmes à forte densité électronique. La
surévaluation de la cohésion des systèmes implique des énergies de liaisons et de forma-
tions élevées, mais aussi des constantes élastiques trop grandes et une sous-estimation des
distances de liaisons [17]. Les liaisons hydrogènes [18] ou les interactions de type Van der
Waals sont mal traitées. EnĄn, lŠapproximation rencontre des difficultés à représenter les
surfaces et plus généralement les systèmes où les gradients de densité sont forts.

2.3.2 Approximation du gradient généralisé

Pour sŠaffranchir des difficultés posées par le calcul de lŠénergie de corrélation en LDA,
lŠapproximation du gradient généralisé (Generalized Gradient Approximation - GGA
[19]) propose de tenir compte, non seulement de la densité électronique n(r⃗), mais aussi
de son gradient ∇n(r⃗).

EGGA
xc [n(r⃗),∇n(r⃗)] =

∫

n(r⃗)εxc (n(r⃗),∇n(r⃗)) d3r. (2.18)

Bien que cette nouvelle fonctionnelle apporte une souplesse supérieure à la fonction-
nelle LDA, ainsi quŠune meilleure représentation des énergies totales, cela sŠaccompagne
dŠune augmentation sensible du nombre de paramètres.
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Parmi les nombreuses paramétrisations GGA disponibles, dans le cadre des calculs
DFT effectués lors de cette thèse nous avons choisi dŠutiliser la paramétrisation Perdrew-
Burke-Ernzerhof (PBE) [20] pour sa capacité à fournir des résultats robustes pour une
large gamme de systèmes.

Bien que dŠautres fonctionnelles plus sophistiquées existent (B3LYP [21], meta-GGA
[22]), leur possible meilleure précision quantitative sŠaccompagne dŠun surcoût numérique
notable par rapport à PBE. Les présents travaux nécessitent un très grand nombre de
calculs DFT (voir 7.1) ; ce comportement nous semble préjudiciable, et on préfère donc
la fonctionnelle PBE.
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Chapitre 3

La méthode Density-Functional
based Tight-Binding

Les perspectives offertes par la théorie de la fonctionnelle de la densité sont notables.
En rendant possible dŠapproximer la résolution de problèmes électroniques à plusieurs
atomes, elle permet de calculer de nombreuses propriétés pour des systèmes variés : entre
autres, structure de bandes électroniques dŠun solide, propriétés élastiques dŠun matériau
ou dŠune molécule. La disposition de paramètres précis et parfaitement contrôlés parfois
inaccessibles expérimentalement en font un outil de choix pour orienter, compléter ou
corriger lŠexpérience et ainsi parfaire notre connaissance de la matière à petite échelle.

Le coût numérique dŠun calcul DFT est cependant un facteur limitant de manière
déterminante la taille des systèmes considérés et les durées étudiées. Il est ultimement
nécessaire de diagonaliser un hamiltonien de taille proportionnelle au nombre N de fonc-
tions de base du système : le coût typique dŠune telle opération étant dŠordre O(N3) 1, le
temps de calcul DFT augmente fortement avec la taille du système. Au-delà de quelques
centaines dŠatomes sur des durées dŠau plus quelques picosecondes, les implémentations
de la méthode atteignent leur limite et les calculs ne sont plus réalisables.

Dans lŠusage commun en simulation atomistique, la représentation empirique des in-
teractions entre atomes représente une alternative aux méthodes dites ab-initio ou pre-
mier principe (résolvant les équations de la mécanique quantique) telles que DFT. Les
potentiels empiriques simpliĄent les interactions atomiques en les décrivant sous la forme
de fonctions Ąxes avec quelques paramètres ajustables qui sont déterminés pour repro-
duire des comportements précis pour des systèmes donnés. Le coût de calcul est donc
considérablement réduit, et lŠon peut sans peine sŠintéresser à des systèmes de lŠordre de
millions dŠatomes pour des durées de lŠordre de plusieurs nanosecondes. Là encore, cette
approche présente ses limitations. Tout dŠabord, la performance de tels potentiels est très
dépendante des conditions pour lesquels ils ont été produits : quelle phase thermodyna-
mique ? Pour quelle propriété ? De plus, ces potentiels ne fournissent aucune information
sur les électrons du système. Il est donc impossible dŠavoir connaissance de la structure
électronique du système et des propriétés quŠelle détermine.

1. Certains travaux aspirent à réduire ce coût numérique à O(N).
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Figure 3.1 Ű Vue générale des méthodes pour représenter la matière et des échelles
associées.

CŠest dans ce contexte que sŠinscrivent les méthodes semi-empiriques, permettant
de conserver un accès à lŠinformation électronique du système pour un coût numérique
réduit via plusieurs approximations et la détermination préalable de grandeurs clés pour
accélérer le calcul. La méthode Density-Functional based Tight-Binding (DFTB) est lŠune
dŠelles et est présentée plus loin. En conservant la description de la structure électronique
mais en recourant à quelques approximations supplémentaires, le coût de calcul est plus
accessible. Ceci permet dŠétendre la portée des méthodes premier principe à des systèmes
plus grands, sur des durées plus longues.

Les modèles DFTB sŠobtiennent à partir de la théorie de la fonctionnelle de la densité
en développant la fonctionnelle dŠénergie totale sur la densité électronique. Le détail des
méthodes peut être trouvé dans les articles originaux [23Ű25], et celui de lŠimplémentation
numérique est disponible dans [26]. On rappelle (2.15) que lŠénergie totale DFT peut
sŠécrire :

E[n(r⃗)] =
M
∑

i

fiεi −
1

2

∫ ∫

n(r⃗)
n(r⃗)
∣

∣

∣r⃗ − r⃗′
∣

∣

∣

)d3rd3r′ −
∫

n(r⃗)Vxc[n(r⃗)]d3r + Exc[n(r⃗)].

LŠidée est de partir dŠune densité de référence n0(r⃗) obtenue par superposition des
densités électroniques des atomes isolés [27]. On peut décrire le système avec cette densité

26



de référence perturbée par des Ćuctuations de densité :

n(r⃗) = n0(r⃗) + δn(r⃗). (3.1)

Cette expression de la densité électronique permet de développer la fonctionnelle
dŠénergie totale :

EDFTB [n0(r⃗) + δn(r⃗)] = E0 [n0(r⃗)] + E1 [n0(r⃗), δn(r⃗)]

+ E2
[

n0(r⃗), δn
2(r⃗)

]

+ E3
[

n0(r⃗), δn
3(r⃗)

]

+ · · · .

(3.2)

LŠordre auquel on interrompt le développement de la fonctionnelle de lŠénergie totale
détermine le modèle de calcul utilisé : arrêter le développement au premier ordre équivaut
à un calcul DFTB non auto-cohérent (non-SCC DFTB, également appelé DFTB1 [28]) ;
le terminer au deuxième ordre équivaut à un calcul DFTB auto-cohérent (SCC DFTB
ou DFTB2 [25]) ; aller jusquŠau troisième ordre permet de mieux traiter les systèmes
chargés (DFTB3 [29]).

On se propose de présenter successivement le formalisme sur lequel reposent les deux
premiers ordres de ce modèle, utilisés lors de cette thèse.

3.1 Développement au premier ordre

Le modèle DFTB1 repose sur le développement de la fonctionnelle de lŠénergie to-
tale (3.2) au premier ordre.

EDFTB1 [n0(r⃗) + δn(r⃗)] = E0 [n0(r⃗)] + E1 [n0(r⃗), δn(r⃗)] . (3.3)

Le premier terme E0 est discuté extensivement plus loin (voir 3.3). Le second terme
correspond à lŠénergie de structure de bande EBS pour le système considéré :

EBS = E1 [n0(r⃗), δn(r⃗)] =
Ne
∑

i=1

fi⟨ψi♣Ĥ0 [n0(r⃗)] ♣ψi⟩, (3.4)

où fi correspond à lŠoccupation de ψi.

Formellement, le modèle repose sur la représentation des orbitales de Kohn-Sham
comme une combinaison linéaire dŠorbitales atomiques (Linear Combination of Atomic
Orbitals - LCAO) :

ψi(r⃗) =
Nb
∑

µ=1

ciµχµ(r⃗), (3.5)
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où nb est le nombre de fonctions de bases χµ, et ciµ sont les coefficients de la combi-
naison linéaire, que lŠon doit déterminer.

Le jeu de fonctions de base ¶χµ♢ est minimal, au sens où lŠon utilise uniquement
une fonction de base pour chaque état de moment angulaire occupé. Plus simplement, et
comme on ne considère ici que les électrons de valence - les interactions entre électrons
de cœur sont inclues dans le terme dŠordre zéro (voir 3.3) - on a donc : une fonction par
orbitale s, trois fonctions par orbitale p, cinq fonctions par orbitale d, etc. Ce choix dŠune
base minimale rappelle le formalisme empirique des liaisons fortes (tight-binding theory),
expliquant au passage le nom de la méthode Density Functional based Tight-Binding.
Il est à noter que le calcul nŠest pas possible en utilisant des orbitales atomiques pures
comme fonctions de base, qui sont trop étendues dans lŠespace. À la place, on recourt à
des orbitales localisées sur les atomes, conĄnées par un potentiel extérieur

(

r
r0

)2
, et on

résout une nouvelle équation de Kohn-Sham.

[

−∇2

2
+ veff [natome] +

(

r

r0

)2
]

χµ = εµχµ. (3.6)

Ici, le potentiel effectif veff de lŠéquation de Kohn-Sham correspond à

veff [natome] = Vext (r) + VH [natome] + Vxc [natome] .

La résolution de ces équations fournit des orbitales quasi-atomiques légèrement com-
primées utilisées pour décrire la densité électronique en situation de liaison. Le rayon de
conĄnement pour les bases dŠorbitales atomiques r0 est habituellement détaillé dans les
publications présentant les paramétrisations.

La base ¶χµ♢ nous amène à un hamiltonien qui sŠécrit alors H0
µν = ⟨χµ♣Ĥ0 [n0(r⃗)] ♣χν⟩ ;

ses termes diagonaux H0
µµ sont simplement donnés par les valeurs propres εµ de (3.6) [30].

La détermination des termes non diagonaux H0
µν , sŠécrit comme :

H0
µν = ⟨χµ♣Ĥ0 [n0(r⃗)] ♣χν⟩ ≈ ⟨χµ♣ −

∇2

2
+ VAB [n0] ♣χν⟩ , µ ∈ A , ν ∈ B, (3.7)

où deux approches sont possibles pour exprimer VAB ; soit on superpose les densités
atomiques soit les potentiels effectifs monoatomiques [31] :

VAB [n0] =

{

veff [nA + nB] superposition des densités,
veff [nA] + veff [nB] superposition des potentiels.

On construit le hamiltonien pour une paire dŠéléments A-B à partir des densités
individuelles nA et nB. On obtient donc une matrice dont les éléments sont évalués nu-
mériquement pour chaque couple A-B ; ceux-ci sont pré-calculés une seule fois, et sont
simplement fonctions de la distance inter-atomique. Pour cela, on utilise la règle de Slater-
Koster [32], tenant compte de lŠorientation des orbitales considérés au sein du système.

La détermination des coefficients ciµ se fait en résolvant les équations de Kohn-Sham
pour DFTB. Comme celles-ci dépendent de tous les termes du développement sur la
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densité, leur forme exacte est présentée plus loin (3.17). On obtient une expression de
lŠénergie de structure de bandes EBS qui dépend uniquement de la densité de référence
n0.

E1 [n0(r⃗), δn(r⃗)] = EBS [n0(r⃗)] =
Ne
∑

i=1

∑

AB

∑

µ∈A

∑

ν∈B

ficiµciνH
0
µν . (3.8)

3.2 Développement au second ordre

Si lŠon développe la fonctionnelle dŠénergie totale (3.2) au second ordre, il est nécessaire
de calculer :

E2
[

n0(r⃗), δn
2(r⃗)

]

=
1

2

∫ ∫







1
∣

∣

∣r⃗ − r⃗′
∣

∣

∣

+
δ2Exc [n(r⃗)]

δn(r⃗)δn(r⃗′)

∣

∣

∣

∣

∣

∣

n0





 δn(r⃗)δn(r⃗′)dr⃗dr⃗′. (3.9)

Dans la limite des grandes distances interatomiques, les contributions dŠéchange et
corrélation disparaissent dans le formalisme LDA, et lŠon peut considérer E2 comme
un terme dŠinteraction purement coulombien proportionnel à 1/

∣

∣

∣r⃗ − r⃗′
∣

∣

∣ ; on fait parfois
référence à E2 dans la littérature avec la notation Ecoul.

On approxime la variation de densité δn (r⃗) en un point de lŠespace comme la super-
position de densités électroniques atomiques en ce point.

δn (r⃗) =
∑

A

δnA (r⃗) .

On assume que ces contributions atomiques à la densité électronique sont sphériques,
de largeur τ , centrées sur les positions des noyaux et que leur intensité décroît exponen-
tiellement [25].

δnA (r⃗) ≈ 1√
4π

(

τ 3
A

8π
e−τA♣r⃗−R⃗A♣

)

∆qA. (3.10)

En négligeant dans un premier temps les contributions dŠéchange-corrélation et pour
des largeurs de densités électroniques sphériques τ pour chaque atome du système discu-
tées plus loin, le terme dŠénergie E2 peut être écrit [26] tel que :

E2
τ⃗

[

n0(r⃗), δn
2(r⃗)

]

=
1

2

∑

AB

γAB (τA, τB, RAB) ∆qA∆qB, (3.11)

où RAB est la distance entre les atomes et γAB est une fonction correspondant à
lŠintégrale spatiale normalisée du produit de deux densités électroniques nA et nB.

γAB (τA, τB, RAB) =
∫ ∫ δnA(r⃗)δnB(r⃗′)

∣

∣

∣r⃗ − r⃗′
∣

∣

∣

dr⃗dr⃗′.
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LŠénergie (3.11) dépend des charges de Mulliken ¶qA♢, où les Ćuctuations de charge
atomiques ∆qA = qA − ZA sont par rapport à la charge de lŠatome neutre. Ainsi, le
développement au second ordre permet au formalisme de tenir compte de la redistri-
bution de charge induite sur les atomes par les Ćuctuations de densités électroniques.
Ces charges sont dépendantes des coefficients dŠorbitales moléculaires ciµ. Les équations
Kohn-Sham de DFTB, présentées plus loin (3.17), doivent donc être résolues de manière
auto-cohérente.

Dans le cas où les distances interatomiques sont plus petites et où les charges sont lo-
calisées sur un seul et même atome, lŠévaluation de γAA nécessite en principe de connaître
exactement la distribution de charges. Cette solution requiert un développement de la den-
sité de charge sur une base dŠorbitales souhaitablement construite ; un tel calcul sŠavère
très coûteux, et lŠon préfère chercher à lŠapprocher habilement. Comme remarqué par Pari-
ser dès 1956 [33], γAA sŠapproxime comme la différence du potentiel dŠionisation atomique
et de lŠaffinité électronique. Dès lors, γAB ne dépend que de la distance interatomique et
de paramètres UA et UB, nommés paramètres de Hubbard. Ceux-ci sont obtensibles à
partir de calculs DFT ; il sŠagit de la dérivée seconde de lŠénergie dŠun atome isolé par
rapport au nombre dŠoccupation de lŠorbitale occupée de plus haute énergie [25]. Cette
approximation est particulièrement élégante, dans le sens où les constantes UA obtenues
ne sont pas empiriques, mais directement issues de calculs premier principe, et ne néces-
sitent aucun ajustement. Par ailleurs, ceux-ci ont un sens physique fort puisquŠils sont
directement liés à la dureté chimique. Celle-ci est inversement proportionnelle à la largeur
τ de la densité de charges atomiques, ce qui est relativement intuitif : les anions (atomes
diffusifs) ont une dureté chimique réduite.

Dans le formalisme DFTB2, il est cependant à noter que le paramètre de Hubbard est
indépendant de lŠétat de charge du système, et est donc constant. En conséquence, il est
par exemple impossible pour un anion dŠavoir une dureté chimique différente de celle de
lŠatome neutre ou du cation ; ce problème est notamment discuté dans [34]. Il est résolu
par le développement au troisième ordre, non utilisé dans cette thèse, et dont le détail
peut être trouvé dans [29].

3.3 Énergie répulsive

Nous nous intéressons ici au terme de lŠordre zéro du développement : lŠénergie ré-
pulsive Erep, qui est le point focal des présents travaux. Par déĄnition, E0 [n0(r⃗)] est
complètement indépendant de δn(r⃗) - autrement dit, de tout transfert de charge - et ne
nécessite que de connaître la densité de référence n0. Il peut donc être déterminé pour
un système de référence, et appliqué à de nouveaux systèmes : les différences majeures
liées aux spéciĄcités des systèmes sont en principe représentées par les autres contribu-
tions à lŠénergie totale. Il sŠagit là dŠune caractéristique clé de ce terme, assurant une
transférabilité maximale aux potentiels répulsifs.
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Ce terme sŠexprime rigoureusement comme :

E0 [n0(r⃗)] =
1

2

∑

AB

ZAZB

rAB

− 1

2

∫ ∫ n0(r⃗)n0(r⃗′)
∣

∣

∣r⃗ − r⃗′
∣

∣

∣

dr⃗dr⃗′ −
∫

Vxc [n0(r⃗)]n0(r⃗)dr⃗ + Exc [n0(r⃗)] .

(3.12)

En lŠétat, cette notation requiert notamment de déterminer les contributions dŠéchange
et corrélation associées au système étudié. Nous avons vu précédemment (2.3.1 et 2.3.2)
que leur expression analytique est inconnue et doit être approximée. Si elles sont no-
tamment traités par le hamiltonien Ĥ0 dans le cas du développement au premier ordre,
on adopte ici un choix bien plus radical. On considère ce terme comme une somme de
potentiels répulsifs de paire Vrep, ce qui simpliĄe énormément le calcul.

E0 [n0(r⃗)] ≈ Erep =
1

2

∑

AB

V rep
AB (rAB). (3.13)

Usuellement [25], ces potentiels de paire adoptent la forme de polynômes ou de splines 2

dont on ajuste les paramètres pour reproduire des données DFT [24]. LŠidée est la sui-
vante : pour une paire dŠatomes A et B dont on fait varier la distance rAB, on calcule la
différence entre lŠénergie de référence DFT EDFT(rAB) et lŠénergie DFTB sans interaction
répulsive associée.

Dans le cas dŠun développement au premier ordre, cela revient à soustraire lŠénergie
de structure de bandes EBS

DFTB(rAB) (3.4).

Erep(rAB) = EDFT(rAB)− EBS
DFTB(rAB). (3.14)

Évidemment, dans le cas où lŠon considère un développement de lŠénergie totale au
second ordre, le calcul de lŠénergie répulsive (3.14) est à redéĄnir.

Erep(rAB) = EDFT(rAB)− EBS
DFTB(rAB)− Ecoul

DFTB(rAB). (3.15)

On peut trouver un exemple dŠapplication de ce processus pour lŠinteraction répulsive
entre atomes de carbone dans la Ągure 3.2, issue de [35]. En fonction de la distance
interatomique, la nature de liaison entre atomes change : une liaison triple aux très
courtes distances, et à mesure que lŠon écarte les atomes la liaison devient double, puis
simple. Dans chacun des cas, le choix est fait dŠajouter le nombre adéquat dŠhydrogènes
pour permettre aux atomes de carbone de former quatre liaisons au total.

Pour chacune de ces distances, on détermine conjointement lŠénergie DFT et lŠénergie
DFTB sans interaction répulsive, puis on déduit leur différence Erep ; ces énergies tracées
sont ici translatées de manière à ce que les interactions répulsives sŠannulent dans le cas
dŠatomes suffisamment éloignés.

Plus rigoureusement, on optimise un potentiel répulsif pour reproduire la différence
dŠénergie par liaison. On présente habituellement le calcul pour un dimère, mais il est

2. Fonctions déĄnies par morceaux par des polynômes.
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Figure 3.2 Ű Calcul dŠun potentiel répulsif de paire pour la liaison C-C [35].

tout à fait envisageable dŠutiliser dŠautres systèmes de référence. On peut par exemple
sŠintéresser à la thèse de A. Sieck [36], de laquelle provient la paramétrisation pour le
Silicium utilisée dans les présents travaux. Dans ce cas précis, le potentiel répulsif est
optimisé pour reproduire lŠénergie par liaison des phases cubique simple et diamant du
Silicium. Ainsi, on utilise plusieurs boîtes de simulation avec ces symétries, et lŠon fait
varier les distances en modiĄant lŠéchelle de la boîte de simulation. On veut usuellement
se restreindre aux contributions des premiers voisins uniquement ; pour ces systèmes, on
choisit donc le rayon de coupure rcut = 2.54 Å.

Si le potentiel obtenu est supposé transférable aux systèmes où la coordinence nŠexcède
pas six, on note cependant une légère mésestimation des interactions répulsives pour des
systèmes éloignés des références utilisées pour sa paramétrisation, par exemple pour le
nano-cluster Si5 (Fig. 3.3, issue de [36]).

Cette limitation peut sŠexpliquer par la difficulté à représenter exactement les inter-
actions répulsives par un simple potentiel de paire. CŠest en effet le constat effectué par
certains travaux récents [37] visant par ailleurs à améliorer les potentiels répulsifs de paire
en imposant par construction des contraintes, aĄn notamment dŠassurer une fonction à
deux corps strictement convexe. Si le gain en qualité de représentation associé est réel, on
note cependant que la transférabilité demeure limitée : lŠobtention dŠun unique potentiel
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Figure 3.3 Ű Évaluation du potentiel répulsif de paire pour le Silicium utilisé dans cette
thèse, issu de [36].

de paire adapté à tous les systèmes semble hors dŠatteinte, et lŠon préconise dŠaller au-delà
de cette représentation simpliĄée vers des interactions à plusieurs corps.

Quoi quŠil en soit, cette paramétrisation semble être une approximation raisonnable
pour des distances interatomiques supérieures à 2.2 Å. Notons que la plage de distances
couverte par ce potentiel (rAB ∈ [2.20, 2.54] Å), bien que contenant la majorité des
distances importantes pour les phases du Silicium, est plutôt étroite. La borne inférieure
de cet intervalle semble relativement élevée : pour quelques systèmes de Silicium, tels que
les phases désorganisés comme les liquides, lŠapparition de distances interatomiques de
lŠordre de 2 Å est probable. Dans lŠidéal, on souhaiterait pouvoir efficacement couvrir des
distances plus faibles - il sŠagit de lŠun des travaux effectués lors de cette thèse.

En revanche, il nŠest pas souhaitable dŠétendre trop la portée du potentiel en augmen-
tant à volonté le rayon de coupure rcut, borne supérieure de cet intervalle. Intrinsèque-
ment, un potentiel répulsif rend compte des interactions entre les cœurs durs du système,
dŠinteractions entre électrons et est utilisé pour corriger plusieurs double-comptages et
approximations inhérents à la méthode. Ces termes sont purement liés à lŠinteraction
entre atomes proches, et le comportement de monomères est supposément décrit par les
contributions électroniques à lŠénergie : Erep est donc un terme courte-portée.
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Ainsi augmenter rcut signiĄe tenir compte de différences entre DFT et les approxima-
tions DFTB des autres termes aux longues portées. Cela aide, en théorie, à reproduire
plus efficacement les propriétés des calculs premier principe en tenant compte dŠinfor-
mations conĄgurationnelles supplémentaires, mais induit une limitation majeure. Ainsi,
inclure des corrections longue-portée aux approximations électroniques de DFTB dans
lŠénergie répulsive la rend, implicitement, dépendante des variations de charges ∆q - et
donc des Ćuctuations de densités δn. Dès lors, la transférabilité du potentiel, depuis le(s)
système(s) de référence vers dŠautres, nŠest plus garantie. Par ailleurs, notons également
que DFT et DFTB ne prédisent pas nécessairement les conversions intersystèmes aux
mêmes distances ; en conséquence, augmenter la portée du potentiel signiĄe reproduire
la différence entre les deux méthodes, alors même que les deux peuvent ne pas décrire le
même état électronique. En contraignant le potentiel répulsif aux courtes distances, on
évite cet écueil.

En conséquence, il est usuellement recommandé de choisir un rayon de coupure rcut

supérieur ou égal à la distance aux premiers voisins, mais si possible excluant les seconds
voisins.

On connaît donc lŠexpression Ąnale de lŠénergie DFTB si on arrête le développement
au second ordre :

E =
Ne
∑

i=1

∑

AB

∑

µ∈A

∑

ν∈B

ficiµciνH
0
µν +

1

2

∑

AB

γAB (τA, τB, RAB) ∆qA∆qB + Erep. (3.16)

On en détermine le minimum par variation de δ (E −∑i εi⟨ψi♣ψi⟩), où le mutliplicateur
de Lagrange εi est à déterminer. On note Sµν = ⟨ψµ♣ψν⟩ le recouvrement des orbitales µ
et ν ; on veut donc, pour tout i et µ, résoudre un équivalent des équations de Kohn-Sham
pour DFTB :

∑

ν

ciν (Hµν − εiSµν) = 0, (3.17)

où Hµν = H0
µν + 1

2
Sµν

∑

C
(γAC + γBC) ∆qC , A et B étant les atomes hôtes respectifs

des orbitales µ et ν. En notant ve
A =

∑

B
γAB∆qB le potentiel électrostatique appliqué sur

lŠatome A, on peut réécrire

Hµν = H0
µν + h1

µνSµν où h1
µν =

ve
A + ve

B

2
, µ ∈ A , ν ∈ B.

Similairement à leur analogue DFT, ces équations doivent être résolues itérativement,
par calculs auto-cohérents (SCC ). Comme nous lŠavons vu plus haut, ce processus est
inhérent aux termes en ∆q, qui apparaissent lors du développement au second ordre ;
cŠest pourquoi on réfère, parfois, aux calculs DFTB2 par lŠappellation SCC-DFTB.

EnĄn, intéressons nous au calcul des forces : pour cela, on calcule simplement le
gradient de lŠénergie totale (3.16) (et donc des trois termes constitutifs) par rapport aux
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positions atomiques.

F⃗A = −
Ne
∑

i=1

∑

B

∑

µ∈A

∑

ν∈B

fici,µciν

[

∂H0
µν

∂r⃗A

−
(

εi − h1
µν

) ∂Sµν

∂r⃗A

]

−∆qA

∑

B

∂γAB

∂r⃗A

∆qB −
∂Erep

∂r⃗A

.

(3.18)
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Chapitre 4

Objectif

En lŠétat, les potentiels répulsifs manipulés au sein de la méthode DFTB sont générés
ainsi : il est nécessaire dŠeffectuer la différence entre des calculs DFT et DFTB sans
interaction répulsive pour un jeu de systèmes et dŠidentiĄer lŠimpact de la distance entre
deux atomes sur lŠénergie de leur liaison. Il en résulte un potentiel de paire à portée limitée
que lŠon sait très bien utiliser en simulation atomistique. Le processus pour lŠobtenir
doit être effectué manuellement et donne un outil optimisé pour représenter au mieux le
comportement dŠune liaison chimique ; il vise à reproduire les énergies et structures des
phases employées comme références. La variété de ces références est assez réduite. DŠune
part, on ne peut représenter quŠun type de liaison chimique par plage de distance ; exit
donc les systèmes différents mais aux distances de liaisons analogues.

Figure 4.1 Ű Exemple de dé-
termination de lŠénergie répul-
sive dŠune liaison C-H dans la
molécule de méthane.

On peut par exemple penser au processus présenté
précédemment dans la Ągure 3.2 du chapitre précédent,
où lŠon construit un potentiel répulsif de type splines
pour la liaison C-C. Dans ce cas précis, on considère trois
plages de distances : une très courte ou la liaison entre
les atomes est triple (rC≡C < 1.25 Å), une intermédiaire
où la liaison est double (rC=C ∈ [1.25, 1.40] Å) et une
plus longue (rC-C > 1.40 Å) où la liaison est simple.
Pour chacune de ces plages de distances, un unique type
de liaison peut être décrit.

Pour la génération de potentiels répulsifs de paire à
partir de systèmes isolés, il est parfois ardu de sŠassurer
que lŠénergie répulsive calculée soit bien celle que lŠon
veut reproduire. Prenons lŠexemple donné dans la Ągure
4.1, où lŠon veut déterminer lŠénergie répulsive de la liai-
son C-H dans la molécule de méthane pour r ∈ [r0, rf].
On choisit pour cela un atome (nommé 1H dans la Ą-
gure) : il sŠagit du seul dont on modiĄe la position du-
rant la procédure, les autres atomes sont Ągés. On veut

placer 1H à r = r0 de lŠatome de carbone, puis augmenter graduellement r jusquŠà rf .
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Néanmoins, il est nécessaire de garantir que seule lŠénergie répulsive entre 1H et lŠatome
de carbone sera impactée par le déplacement. En dŠautre termes, il faut sŠassurer pour
toutes les distances que lŠinteraction répulsive entre 1H et tous les autres atomes dŠhy-
drogène nH, n ≥ 2 soit rigoureusement nulle. En pratique, le choix dŠun r0 tel que cette
condition se vériĄe nŠest pas aisé, notamment si la structure de la molécule de référence
est complexe.

EnĄn, certain écueils sont également à éviter lorsque lŠon souhaite reproduire lŠénergie
répulsive dŠune liaison au sein dŠun cristal. Ainsi, lorsque les distances aux premiers et
deuxièmes voisins sont assez proches, il est parfois ardu de déterminer quels atomes sont
liés ou non par une interaction répulsive. CŠest typiquement le cas pour la symétrie cubique
face centrée, dont on présente lŠaspect général dans la Ągure 4.2.

Figure 4.2 Ű Structure cubique
face centrée et distance aux pre-
miers et seconds voisins pour lŠor.

Usuellement, on détermine lŠénergie répulsive
par liaison des cristaux en mettant la boite de si-
mulation à lŠéchelle dŠun facteur variable, de ma-
nière à modiĄer dŠautant les distances aux premiers
voisins. Comme les distances aux premiers voisins
sont identiques (r1), on espère ainsi évaluer lŠéner-
gie répulsive associée aux liaisons entre 1Au et nAu,
n ∈ [2, 4]. Il est toutefois possible pour les sys-
tèmes très compressés que les seconds voisins (nAu,
n ∈ [5, 7], distants de r2 dans la Ągure) deviennent
suffisamment proches pour quŠune interaction ré-
pulsive émerge avec 1Au. Dès lors, on ne reproduit
pas seulement lŠénergie répulsive de la liaison, mais
cette énergie parasitée par lŠinteraction avec les se-
conds voisins.

EnĄn, le choix du système de référence (tel cris-
tal ou telle molécule) pour une paire dŠéléments chi-
miques donnée nŠest pas unique ; une large variété
de candidats est en général disponible. Il est nécessaire de nŠen conserver que quelques
uns pour générer un potentiel de paire. Bien que lŠon espère que ce choix soit peu impor-
tant, cŠest-à-dire que la transférabilité dŠun système à lŠautre soit garantie, ce nŠest pas
toujours exact.

Ainsi, la contrainte de reproduire lŠénergie répulsive à lŠéchelle des liaisons est délicate :
il est possible pour un utilisateur expérimenté de contourner ces écueils, mais ils posent
une difficulté certaine. Même sŠil est en théorie possible dŠoptimiser un potentiel de paire
pour nŠimporte quel cas possible, il est trop ardu dŠidentiĄer lŠénergie dŠune liaison pour
bon nombre de conĄgurations : on doit en pratique se concentrer sur des systèmes non-
périodiques (pour lesquels on peut espérer faire varier la longueur dŠune liaison seule)
ou très symétriques (pour lesquels toutes les liaisons sont équivalentes) avec des seconds
voisins assez éloignés. La capacité à représenter dŠautres systèmes nŠest pas acquise, et
on peut aisément voir (Sec. 3.3, Fig. 3.3) que lŠassomption dŠune somme de contributions
de paires sŠavère parfois limitante. En sŠaffranchissant du concept dŠénergie répulsive
de liaison atomique, nous sommes en mesure dŠoutrepasser ce problème et dŠemployer
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nŠimporte quel système comme donnée de référence.

Pour cela, nous proposons dŠutiliser des méthodes dŠapprentissage automatique : leurs
performances en interpolation dans de nombreux domaines - dont la simulation atomis-
tique - sont notoires.

On dénombre dŠores et déjà des tentatives similaires appliquées à améliorer DFTB
dans la littérature. Des propositions très proches de nos choix sŠébauchent parfois à demi-
mot, comme des perspectives futures. Dans le cas de Ammothum Kandy et al. [37], le cœur
du travail se concentre sur lŠobtention de potentiels répulsifs de paire les plus transférables
possible. LŠidée est de trouver les paramètres optimaux (nombre dŠintervalles employés
pour les splines, paramètres de chacun dŠentre eux) en imposant des contraintes formelles
variées (signe ou monotonie par exemple). Si cette approche permet de rendre compte
de nombreux polymorphes cristallins de manière individuelle, les auteurs concluent néan-
moins que leur forme de paire empêche les potentiels répulsifs de couvrir simultanément
une large variété de systèmes ; une approche avec un potentiel répulsif à plusieurs corps
(très proche de celle que lŠon adopte, présentée dans les chapitres suivants) est préconisée,
motivée par quelques résultats prometteurs quant à la capacité de généralisation de tels
outils.

À lŠinverse, certains travaux très aboutis existent, et présentent des résultats variés.
Par exemple, Van den Bossche et al. [38] proposent une procédure pour optimiser effica-
cement plusieurs potentiels répulsifs de paire spéciĄquement sur une phase très précise
dŠun système donnée. La procédure sŠinscrit dans la recherche de minima globaux de
plusieurs cristaux variés (carbone, dioxyde de titane, oxyde de palladium, hydroxyde de
calcium) et consiste pour chacun dŠeux à optimiser conjointement la géométrie desdits
cristaux et les paramètres des potentiels répulsifs de manière itérative. On arrive alors
à des conĄgurations très proches des minima effectifs DFT, avec des potentiels répulsifs
de paire extrêmement performants pour ces conĄgurations particulières. Cette approche
par optimisation globale manipule des outils permettant de parfaire très efficacement
des potentiels répulsifs de paire spéciĄquement pour des systèmes donnés ; ceux-ci sont
construits pour être précis individuellement, et leur capacité de généralisation nŠest ni
investiguée ni réellement visée.

En parallèle, dŠautres se concentrent uniquement sur le hamiltonien électronique,
comme par exemple Haichen et al. [39]. LŠidée est ici dŠutiliser DFTB comme un intermé-
diaire pour prédire les propriétés électroniques de molécules. Dans ce cas, on conserve les
interactions répulsives sous la forme dŠun potentiel de type splines à deux corps, et lŠon
investigue deux modèles pour générer les éléments de matrice du hamiltonien : des termes
de paire dépendant uniquement des espèces chimiques et des distances, et des réseaux de
neurones tenant simultanément compte de tout lŠenvironnement moléculaire à plusieurs
corps. Les auteurs observent peu de différences entre les deux modèles, semblant indiquer
dŠaprès eux une limitation intrinsèque dans la forme même des hamiltoniens électroniques.
Ils concluent notamment sur la possibilité dŠinclure au sein du terme apparaissant au se-
cond ordre du développement DFTB la prise en compte de multipôles au-delà de lŠordre
2. On retient de cet article que lŠemploi dŠoutils dŠapprentissage automatique pour amé-
liorer directement les paramétrisations des termes électroniques semble infructueux, et le
potentiel répulsif paraît effectivement être un meilleur candidat à lŠoptimisation.
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Cette dernière intuition semble partiellement conĄrmée par Goldman et al. [40], dont
les travaux sŠintéressent à lŠhydrogénation du plutonium. Ils sŠappliquent à redéĄnir le
potentiel répulsif comme une combinaison de polynômes de Tchebychev [41] à deux et
trois corps, lŠordre maximal des polynômes étant en principe aussi élevé que nécessaire.
Les propriétés présentées semblent intéressantes, et des travaux plus récents [42] réin-
vestissent cette approche en la couplant à une optimisation conjointe des paramètres du
hamiltonien électronique pour TiH2. Les résultats semblent aussi spéciĄques que promet-
teurs, mais sont malheureusement peu mis en perspective (par rapport aux potentiels de
paire ou à dŠautres approches). Les performances présentées justiĄent indéniablement la
nécessité dŠinvestigations plus poussées à lŠavenir.

Au passage, il est intéressant de noter que les interactions à courte portée du forma-
lisme ne sont pas uniquement régies par le potentiel répulsif. Ainsi, Wengert et al. [43]
sŠintéressent dans un papier récent à lŠétude de cristaux moléculaires en apportant des
corrections énergétiques aux courtes portées à DFTB, sans directement chercher à corriger
lŠénergie répulsive. Pour cela, le choix est fait dŠutiliser des méthodes à noyaux (voir 5.3.2)
pour traiter séparément des correction apportée aux niveaux intra- et inter-moléculaires.
Ce choix sŠavère pertinent pour les cristaux moléculaires, puisquŠil permet notamment
pour ces derniers une bonne prédiction de leur stabilité relative.

EnĄn, Kranz et al. [44] focalisent leurs travaux sur la génération de potentiels répulsifs
à plusieurs corps pour une large gamme de systèmes moléculaires. Ils génèrent plusieurs
potentiels répulsifs utilisant des outils dŠapprentissage automatique présentés plus loin : la
description des géométries est assurées par des matrices de Coulomb (voir 5.4.2.2) couplées
à des méthodes à noyaux. Leur description sŠarticule autour du concept dŠenvironnement
de liaison atomique : on a donc un potentiel à plusieurs corps mais centré sur la liaison
entre deux atomes, ce qui est pertinent dans le cas de molécules. LŠemploi de tel ou tel
potentiel particulier est déterminé via une approche par clustering, au sein de laquelle on
détermine lŠoutil le plus adapté à la molécule étudiée en comparant sa géométrie à celles
de référence. La transférabilité de cette approche est soit très bonne soit très mauvaise par
déĄnition, selon le sens exact que lŠon accorde au terme ńtransférabilitéż. Chaque potentiel
est très spéciĄque et ne montre aucune preuve de généralisation, mais la méthode sŠadapte
aisément à de nouvelles liaisons via lŠajout de nouveaux potentiels répulsifs adaptés. La
compatibilité avec des systèmes périodiques nŠest pas détaillée, et le recours à plusieurs
sous-potentiels en fonction de la situation rencontrée soulève également la question des
cas limites, où le changement de potentiel peut induire dŠéventuelles discontinuités. Le
traitement des interactions répulsives au sein de molécules peut également se faire au
travers dŠautres méthodologies : on pense par exemple aux travaux récents de Panosetti
et al. [45] utilisant la méthode Gaussian Process Regression (basée sur des méthodes à
noyaux) ou à Stöhr et al. [46] recourant pour leur part à des réseaux de neurones profonds
tensoriels (Deep Tensor Neural Network). Dans chacun de ces deux cas, les précisions
accessibles pour les systèmes moléculaires sont notables mais semblent difficiles à adapter
efficacement à des matériaux périodiques.

Notre approche cherche à se démarquer de toutes celles citées précédemment en in-
sistant sur le point suivant : on désire un unique potentiel pour une paire donnée dŠes-
pèces chimiques. En pratique, on espère éviter les discontinuités induites par lŠutilisation
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conjointe et conditionnelle de plusieurs potentiels. Nous souhaitons par conséquent cou-
vrir tous les systèmes accessibles pour ces éléments chimiques, fussent-ils périodiques ou
non, désordonnés ou non, stables ou hors équilibre. De plus, le potentiel répulsif enrobe
une complexité théorique très forte au cœur du formalisme DFTB, mais sa forme dŠin-
teraction de paires repose plus sur une commodité pratique que sur une justiĄcation
physique forte. Nous avons dŠailleurs vu que cette construction montre des limitations : il
nous semble capital de proĄter de la redéĄnition mise en place dans les présents travaux
pour la dépasser via une déĄnition intrinsèque à plusieurs corps (cŠest-à-dire de ne pas se
limiter à un nombre Ąni de corps). Nous comptons explorer pour cette forme plus générale
sa capacité à rendre compte de la physique complexe sous-jacente.

Le choix de ne reproduire avec les outils dŠapprentissage automatique que lŠénergie
répulsive, et non lŠénergie totale, présente plusieurs avantages majeurs : le plus notable est
évidemment la capacité à conserver un accès aux propriétés électroniques du système. Par
ailleurs, cette approche nous autorise à ignorer les interactions à longue portée, déléguées
au reste du formalisme DFTB. Celui-ci permet de conserver une intuition physique forte,
et joue grâce à sa robustesse un rôle de garde-fou dont une approche complètement
paramétrique (cŠest-à-dire ne reposant que sur des outils dŠapprentissage automatique)
ne bénéĄcie pas.

Notons au passage que ces dernières peinent de manière générale à être performantes
simultanément sur les systèmes périodiques et non périodiques. Pour les systèmes pé-
riodiques, le traitement physique se fait usuellement à lŠéchelle des atomes (combien de
voisins, nature des angles et des distances en jeu), parfois assistées de corrections aux
longues distances. Pour les objets isolés, les états quantiques sont fortement localisés, à
lŠinverse des solides. La localisation ou non des états peut sŠaccompagner de changements
de comportements notables. Par exemple, dans le cas dŠétats localisés, on peut plus faci-
lement voir apparaître des charges ponctuelles, entraînant des interactions coulombiennes
à longue portée, alors que des états délocalisés peuvent uniformiser lŠétat de charge du
système, avec donc des interactions locales. En raison des différences induites par la
(dé)localisation des états quantiques, la description des géométries est donc orientée en
général vers lŠune ou lŠautre de ces classes de systèmes. Cette limitation est notamment
discutée plus en détail dans [47], où les quelques lignes précédentes sont reformulées ainsi :

Current ML potentials deal with inorganic materials or molecules Ů but not normally
with both [· · · ] while there are connections between the two worlds, for example in the
description of bulk liquid water, a truly uniĄed ML potential framework that would
at the same time treat a wide range of inorganic solids and organic molecules is not
currently available. One of the challenges here is linked to the localized (delocalized)
nature of electrons in molecules (periodic solids), respectively, and how this manifests
in the different physical models and simpliĄcations that can be made for them.

Discussion des perspectives pour le domaine de la simulation atomistique
par V.L. Deringer, M.A. Caro et G. Csànyi [47].

Des approches récentes prometteuses aspirent à tenir compte de cette difficulté en
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incluant dans leur représentation une équilibration globale des charges du système utilisée
pour ajuster lŠénergie calculée localement [48,49].

On espère pour notre part pouvoir dépasser cette problématique en laissant aux termes
électroniques de DFTB la responsabilité des interactions longue distance et de lŠétat de
charge, et ainsi pouvoir représenter convenablement ces deux classes de système avec le
même outil.

Dans lŠidéal, le changement apporté par les présents travaux vise évidemment à amé-
liorer la précision de DFTB vis-à-vis de la théorie de la fonctionnelle de la densité, pour
une plus large gamme de systèmes que jusquŠalors. La quantiĄcation exacte de cette préci-
sion est dépendante des systèmes considérés : géométries dŠobjets isolés, stabilité relative
pour les cristaux, distributions radiales et angulaires, propriétés vibrationnelles...

Il est également souhaitable de faciliter la génération dŠinteractions répulsives, en
la basant sur un processus déĄni reposant sur décisions clé de lŠutilisateur, justiĄées et
identiĄées.

En parallèle, une forte emphase est mise sur la performance numérique : le faible
coût de calcul des méthodes DFTB en comparaison des méthodes premier principe est
dŠailleurs leur principal intérêt. Le temps de calcul du potentiel répulsif de paire est
négligeable par rapport à celui de la partie électronique, et lŠon souhaite que lŠalternative
présentée conserve cette caractéristique.
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Chapitre 5

Apprentissage automatique

Si le concept de machine-learning est aujourdŠhui profondément implanté dans le quo-
tidien de tous, en donner une déĄnition spéciĄque semble être une entreprise ardue. Cette
science, dont la francisation en apprentissage automatique sŠimpose peu à peu dans
lŠusage, regroupe en réalité une zoologie aux limites Ćoues de méthodes très variées. In-
trinsèquement, elles ont cependant quelques points communs : elles visent à réaliser des
tâches pour lesquelles elles ne sont pas explicitement programmées, se fondent sur des mo-
dèles statistiques basés sur lŠinférence et reposent donc sur lŠingestion puis lŠassimilation
de données.

On trouve dŠailleurs en ce dernier point une piste dŠexplication quant à leur omnipré-
sence actuelle. Bien quŠétant historiquement aussi vieilles que lŠordinateur (et reposant
sur des fondations qui lui sont même antérieures), lŠexplosion des données disponibles
causée par le progrès conjoint des technologies informatiques et dŠInternet a désigné de
facto les méthodes dŠapprentissage automatique comme des candidates de choix pour
traiter quantité de problèmes, à toutes les échelles de la société.

Dans cette partie, qui ne se veut évidemment pas exhaustive, nous présentons le
concept dŠapprentissage automatique, son histoire ainsi que les méthodes pertinentes
dans le cadre de cette thèse.

5.1 Présentation historique

Dès le 18‘eme siècle, les travaux de Thomas Bayes [50] posent les premières fondations
formelles de lŠapprentissage automatique, lesquelles constituent la base du théorème de
Bayes, présenté pour la première fois par Pierre-Simon Laplace début 19‘eme siècle [51].
Ce théorème décrit la probabilité dŠun évènement en se basant sur nos connaissances a
priori.

La formalisation de lŠidée de connaissance a priori est dŠailleurs une étape importante
dans le développement de la théorie de la probabilité. Cela donne naissance au concept
dŠinférence bayésienne : il sŠagit de lŠadaptation des a priori en fonction des preuves et
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informations rencontrées. Cette approche, très similaire au fonctionnement du raison-
nement humain, forme le cœur des méthodes dŠapprentissage automatique et explique
pourquoi elles sont parfois confondues avec les intelligences artiĄcielles.

Les travaux dŠAlan Turing constituent évidemment la clé de voûte de lŠapprentissage
automatique tel que nous le connaissons aujourdŠhui. Au-delà de la paternité de lŠan-
cêtre de lŠordinateur avec sa machine de Turing durant la seconde guerre mondiale, il
propose également une machine apprenante ayant la capacité de devenir artiĄciellement
intelligente [52].

Contemporainement à la machine de Turing, les premiers réseaux de neurones font
leur apparition [53], nommés ainsi pour leur fonctionnement en principe similaire aux
neurones biologiques. Cette analogie anatomique leur vaut dŠailleurs une place de choix
dans lŠimaginaire collectif ; lŠintérêt quŠils cultivent, couplé aux possibilités offertes par
leurs qualités dŠapproximateurs universels [54] permettent aux modèles de sŠenrichir gran-
dement. On cite par exemple lŠapparition du perceptron [55], des réseaux de neurones à
convolution [56], de lŠalgorithme de rétropropagation [57], des réseaux de neurones ré-
currents [58], etc. On se propose de présenter plus en détail les réseaux de neurones plus
loin.

En parallèle des avancées connues par les réseaux de neurones, dŠautres outils dŠap-
prentissage automatique voient le jour. On pense par exemple à lŠapprentissage par renfor-
cement [59], aux forêts dŠarbres décisionnels [60], aux machines à vecteurs de support [61]
ou encore aux méthodes à noyaux [62].

EnĄn, on peut citer quelques accomplissements, jouant aux yeux de lŠopinion publique
le rôle de pierres angulaires dans la progression des méthodes dŠapprentissage automa-
tique. Il sŠagit, en général, de performances de machines comparables ou supérieures à
des humains pour des tâches spéciĄques. Les plus notables se trouvent dans le domaine
du jeu : la capacité de jouer aux dames (1952, [63]), au morpion (1963, [64]) ou même
de battre des champions humains aux échecs (1997, [65]) ou plus récemment au jeu de
Go (2016, [66]). Si ces étapes ont une portée plus symbolique que pragmatique, on peut
également noter lŠapprentissage de la prononciation (1985, [67]), la détection dŠanimaux
(2012, [68]) ou de visages (2014, [69]) en direct sur support vidéo.

5.2 Applications en simulation atomistique

Parmi la pléthore dŠapplications où les outils dŠapprentissage automatique trouvent
une utilité, on sŠintéresse ici spéciĄquement au domaine de la simulation atomistique.

En étudiant la matière à lŠéchelle dŠatomes, on espère pouvoir représenter des compor-
tements Ąns avec un contrôle extensif sur le système ; la qualité de ce genre dŠinformations,
difficilement accessibles expérimentalement, est néanmoins très dépendante de la méthode
de calcul utilisée (Fig. 3.1).

Dans chacune de ces méthodes, il existe de nombreux candidats pour lesquels la
Ćexibilité et lŠefficacité des méthodes dŠapprentissage automatique au sens large offrent
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des perspectives prometteuses.

Dans cette section, on se propose de présenter, de manière succincte et non exhaustive,
quelques applications pour lesquelles lŠintégration dŠoutils dŠapprentissage automatique
en simulation atomistique permet un gain de précision et/ou de performance notable.

Comme point de départ, il semble pertinent dŠaborder la principale jonction entre
ces deux sciences : les potentiels numériques. AĄn de mieux percevoir les enjeux de cette
approche, nous avons besoin dŠun peu de contexte.T M

DŠune part, nous avons présenté précédemment (Chap. 2) les intérêts, les performances
et les limitations des méthodes premier principe : en se basant sur les équations de
la mécanique quantique (2.1) et en utilisant un minimum dŠapproximations, on espère
pouvoir évaluer très précisément les propriétés du système considéré, au prix dŠun coût
de calcul élevé.

Par ailleurs, on peut à lŠinverse tenter de simpliĄer fortement la représentation des
interactions du système aĄn de diminuer drastiquement le coût des calculs : on sŠaffran-
chit des propriétés électroniques et on représente les interactions entre atomes par des
fonctions de forme déĄnie, avec quelques paramètres et dépendant uniquement des posi-
tions atomiques. On parle alors de potentiels empiriques, dont la Ągure de proue est le
potentiel de Lennard-Jones, proposé par John Lennard-Jones en 1931 [70] et permettant
de représenter efficacement le comportement de Ćuides.

E(r) = −4ε

[

(

σ

r

)12

−
(

σ

r

)6
]

.

SŠils reposent sur des approximations pertinentes, visant à rendre compte de phéno-
mènes physiques bien connus, leurs paramètres sont au bout du compte ajustés aĄn de
reproduire des données de référence, expérimentales ou issues de calculs premier principe.

Ces potentiels sous forme de fonctions paramétrées sont à double tranchant. Leur
forme fonctionnelle prédéĄnie permet dŠavoir un nombre réduit de paramètres ayant une
signiĄcation physique et assure, a minima, un comportement physique cohérent. En re-
vanche, elles présentent intrinsèquement une transférabilité réduite : ces paramètres sont
ajustés pour une gamme spéciĄque de systèmes, et en reproduisent convenablement un
nombre Ąni de propriétés.

CŠest exactement dans cette optique que lŠintégration dŠoutils dŠapprentissage auto-
matique est pertinente : si la forme prédéĄnie des potentiels empiriques et leur nombre
réduit de paramètres ajustés à la main sont limitants, les potentiels numériques proposent
de sŠen affranchir. Ils emploient pour cela les méthodes dŠapprentissage automatique, à
la fondation physique moindre mais très Ćexibles car manipulant beaucoup plus de pa-
ramètres, et relativement peu coûteuses numériquement. Ce choix nécessite évidemment
une attention toute particulière pour sŠassurer que les comportements produits ont un
sens physique en renforçant le formalisme des outils dŠapprentissage automatique par
quelques intuitions physiques (voir 5.4). Néanmoins, cette méthodologie permet en prin-
cipe dŠobtenir des potentiels sŠapprochant de la précision des méthodes premier principe
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et applicables aux mêmes échelles que des potentiels empiriques (Fig. 5.1).

Figure 5.1 Ű Présentation schématique du concept de potentiel numérique.

La principale limitation intrinsèque des potentiels purement numériques réside dans
leur incapacité à fournir des informations sur lŠétat électronique du système [71]. Si lŠon
se place du point de vue du coût numérique, la désintrication du calcul de structure
électronique coûteux et de la précision des méthodes premier principe est un avantage : les
utilisateurs réguliers de potentiels empiriques trouvent un intérêt pour cette approche. En
revanche, les calculs de structure électronique rendent disponibles nombre de propriétés
inaccessibles autrement.

Par ailleurs, on emploie parfois des outils dŠapprentissage automatique pour améliorer
les résultats obtenus avec des méthodes premier principe. Si cela peut paraître curieux
de prime abord, il faut commencer par rappeler que (Chap. 2) toutes les méthodes que
lŠon nomme premier principe par abus de langage comportent des approximations, bien
que raisonnables et en nombre restreint, qui leur sont propres. Toute approximation étant
intrinsèquement plus performante dans des conditions spéciĄques, on peut trouver pour
chaque méthode des situations où il y a place à amélioration.

Si lŠon ne se propose évidemment pas dŠen faire une liste exhaustive, faute de place
et de compétence, donnons en ici un exemple pertinent : lŠamélioration de la capacité
de la théorie de la fonctionnelle de la densité (DFT, voir 2.3) à représenter les systèmes
moléculaires, ici lŠeau. Le détail de cette approche peut être trouvé dans la littérature [72].

Les systèmes moléculaires sont lourdement constitués dŠinteractions dŠéchange et cor-
rélation et dŠinteractions dépendantes de la distribution de charges dans le système, autant
de comportements représentant une réelle difficulté pour la méthode DFT.
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Dès lors, lŠidée est de sŠappuyer sur des données obtenues via une autre méthode pre-
mier principe de chimie quantique corrélée (CCSD(T), [73]), bien mieux adaptée à ce genre
de systèmes mais plus coûteuse et moins utilisée. On cherche ensuite à entraîner des outils
dŠapprentissage automatique (basés sur des méthodes à noyaux - voir 5.3.2) à corriger les
fonctionnelles hybrides (2.3.1, 2.3.2, ...) de DFT pour reproduire le comportement réel
des systèmes moléculaires. Dans ce cas précis, la rectiĄcation des fonctionnelles sŠeffectue
via la correction des erreurs commises par leurs termes à un et deux corps ; ceci apporte
un gain notable de précision, plafonné néanmoins par la non considération des termes au-
delà de deux corps. In Ąne, lŠidée reste dŠobtenir une paramétrisation DFT performante
qui demeure, quoi quŠil en soit, relativement coûteuse numériquement. La restriction à la
correction dŠun terme spéciĄque plutôt que la prise en charge de lŠintégralité des énergies
par les outils dŠapprentissage automatique demeure néanmoins pertinente : on conserve
dŠune part accès aux informations électroniques, et dŠautre part la robustesse certaine du
formalisme DFT permet de répliquer cette approche aisément à de nouveaux systèmes.

5.3 Outils dŠapprentissage

Si les quelques sections précédentes permettent dŠavoir une vue dŠensemble raison-
nable de lŠapprentissage automatique, dŠun point de vue général ou plus spéciĄquement
couplé à la simulation atomistique, il semble intéressant de présenter plus en détail les
fonctionnements précis et le formalismes associés à quelques uns de ces outils.

Nous détaillons donc le fonctionnement des réseaux de neurones à propagation avant,
utilisés dans le cadre de cette thèse, mais également un outil pertinent envisagé en tant
quŠalternative : les méthodes à noyaux.

5.3.1 Réseaux de neurones

Un neurone artiĄciel est une fonction mathématique recevant une ou plusieurs entrées
et appliquant une transformation pour retourner une valeur en sortie. Ce fonctionnement
est très similaire à celui des neurones biologiques constitutifs des cerveaux animaux, dont
les nôtres.

La nature de la transformation appliquée est double. DŠune part, le neurone attribue
un certain poids à chacune des N entrées x : on appelle les paramètres du neurone poids
w et biais b. Cette première manipulation permet dŠobtenir lŠactivation a du neurone.

a = b+
N
∑

i=1

wixi. (5.1)

DŠautre part, le neurone transmet son activation a à sa fonction dŠactivation (ou
fonction de transfert) pour obtenir sa valeur de sortie y.

y = f(a). (5.2)
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Cette fonction peut varier en fonction de lŠapplication visée : si lŠobjectif est une classi-
Ącation binaire on peut choisir une fonction seuil discontinue, alors que pour dŠautres ap-
plications une fonction continue de forme variable est préférable. Voici quelques exemples
de fonctions de transfert :

f(x) = x (5.3a) f(x) = tanh(x) (5.3b)

f(x) =
1

1 + e−x
(5.3c) f(x) =

{

0 , x < 0
1 , x ≥ 0

(5.3d)

Cette brique élémentaire est représentée schématiquement dans la Ągure 5.2.

Figure 5.2 Ű Schéma du fonctionnement dŠun neurone artiĄciel.

Dès lors, la déĄnition dŠun réseau de neurones est triviale : il sŠagit dŠune combinaison
de neurones communiquant entre eux, la sortie de certains étant lŠune des entrées dŠautres.
On peut alors imaginer deux classes de réseaux de neurones :

• les réseaux où les valeurs dŠentrée des neurones sont indépendantes de leur valeur de
sortie ; cŠest-à-dire les réseaux sans rétroaction où lŠinformation se propage dans
une seule direction. On parle alors de réseaux de neurones à propagation
avant (feed-forward neural networks), comme par exemple dans la Ągure 5.3a.
• les réseaux où une dépendance cyclique apparaît ; cŠest-à-dire les réseaux où les

valeurs dŠentrée dŠun ou plusieurs neurones peuvent dépendre de leur sortie. On
parle alors de réseaux de neurones récurrents (recurrent neural network),
comme par exemple dans la Ągure 5.3b.

(a) Exemple de réseau de neurones à
propagation avant.

(b) Exemple de réseau de neurones ré-
current.

Figure 5.3 Ű Différence entre les deux classes de réseaux de neurones.
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Le choix du type de réseau est dépendant de lŠapplication visée. Un réseau de neu-
rones à propagation avant, à partir de valeurs dŠentrée, fournit des valeurs de sortie : on
peut le visualiser comme une application F p qui à un vecteur X⃗ associe un vecteur Y⃗ ,
indépendamment des vecteurs quŠon lui a donné précédemment.

F p : X⃗ 7→ Y⃗ = F p(X⃗).

À lŠinverse, la structure dŠun réseau de neurones récurrent lui confère une forme de
mémoire interne lui permettant de traiter des séquences dŠentrées de taille prédéĄnie N .
Il sŠagit donc dŠune application F r qui retourne un vecteur de sortie Y⃗ en fonction du

vecteur présenté X⃗i et des
{

X⃗s

}i−1

s=i−N
vecteurs dŠentrée précédents :

F r : X⃗i,
{

X⃗s

}i−1

s=i−N
7→ Y⃗ = F r

(

⃗Xi−N , · · · , X⃗i−1, X⃗i

)

.

Autrement dit, un réseau de neurones récurrent nŠassocie pas toujours la même sortie
à la même entrée. Ce genre de comportement est extrêmement utile dans de nombreuses
applications de la vie courante comme la reconnaissance vocale, ou celle de textes écrits à
la main ou de vidéos. LŠaide à la saisie de texte constitue un exemple visuel et pertinent :
en fonction de la séquence de lettres et de mots saisie par lŠutilisateur, lŠoutil suggère une
suite adaptée au contexte. On peut facilement en faire lŠexpérience avec un téléphone (Fig.
5.4), où la saisie dŠun même mot nŠentraîne pas systématiquement une unique suggestion,
mais aspire à sŠadapter au contexte en fonction des quelques autres employés directement
avant.

Figure 5.4 Ű Exemple dŠutilisation courante de réseaux de neurones récurrents.

Pour les travaux effectués dans le cadre de cette thèse, ce genre de mémoire nŠest
pas souhaitable et lŠon choisit dŠutiliser uniquement des réseaux de neurones à propaga-
tion avant. Dans la suite, seul ce type de réseau sera étudié et on utilisera lŠappellation
réseau(x) de neurones pour y faire référence, aĄn dŠalléger les notations. De plus, lŠabré-
viation NN (dŠaprès lŠanglicisme neural network) est parfois employée, notamment pour
référer aux grandeurs liées aux réseaux de neurones dans diverses équations et Ągures.

Usuellement, on organise les réseaux par couches successives, les neurones de chaque
couche prenant comme valeurs dŠentrée les sorties des neurones de la couche précédente.
On peut dès lors désigner :

• une couche dŠentrée, dont les neurones ont chacun comme unique valeur dŠentrée
un élément Xi du vecteur dŠentrée du réseau X⃗.
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• une couche de sortie, dont les neurones retournent chacun en valeur de sortie un
élément Yj du vecteur de sortie du réseau Y⃗ .
• des couches intermédiaires optionnelles, plus couramment appelées couches ca-

chées, faisant le lien entre les couches dŠentrées et de sortie. On leur réfère parfois
en employant lŠabréviation hl (dŠaprès lŠanglicisme hidden layers) dans certaines
équations des pages à venir.

Dans de tels réseaux, la couche dŠentrée a donc autant de neurones quŠil y a dŠéléments
dans le vecteur dŠentrée X⃗, et la couche de sortie en a autant quŠil y a dŠéléments dans
le vecteur de sortie Y⃗ .

En revanche, le nombre de couches cachées est arbitraire : on peut nŠen avoir aucune,
quelques unes (comme dans le cas de cette thèse), ou un très grand nombre - auquel cas
on parle de réseaux de neurones profonds ou deep learning. Le nombre de neurones par
couches cachées est également arbitraire, et toutes les couches cachées dŠun même réseau
nŠont pas nécessairement le même nombre de neurones.

On peut schématiser le fonctionnement de tels réseaux de neurones multicouches
comme dans la Ągure 5.5, qui représente un réseau de forme 4-2-3-1 : cŠest-à-dire un
réseau R

4 7→ R
1 avec 4 neurones dŠentrées, une première couche cachée contenant 2 neu-

rones, une seconde couche cachée de 3 neurones et une couche de sortie dŠun seul neurone.

Figure 5.5 Ű Schéma de fonctionnement dŠun réseau de neurones de forme 4-2-3-1.
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Pour un réseau de neurones sans récurrence et organisé en couches de neurones suc-
cessives, on peut donc exprimer le vecteur de sortie Y⃗ en fonction du vecteur dŠentrée X⃗
comme :

Y⃗ = f out
act





Nhl
n
∑

i=1

wout
mi · fhl

act





Nhl−1
n
∑

j=1

whl
ij · · · · f 2

act





N in
n
∑

q=1

w2
pq ·Xq + b2

p



 · · ·+ bhl
i



+ bout
m



 .

(5.4)

En utilisant une formulation plus proche du fonctionnement en couches successives
des réseaux de neurones, on arrive à une notation plus intuitive. Pour cela, on considère
chaque couche indépendamment, et lŠon note Y⃗ l le vecteur de sortie de chaque couche l
du réseau :

Y 1
i = Xi

Y 2
j = f 2

act





N in
n
∑

i=1

w2
ji ·Y 1

i + b2
j





Y 3
k = f 3

act





N2
n

∑

j=1

w3
kj ·Y 2

j + b3
k





· · ·

Y l+1
q = f l+1

act





N l
n

∑

p=1

wl+1
qp ·Y l

p + bl+1
q





· · ·

Y out
m = f out

act





Nhl
n
∑

z=1

wout
mzY

hl
z + bout

m



 .

On détermine le nombre de paramètres N = Nw + Nb dŠun réseau de neurones à Nl

couches à partir de sa structure. Le nombre de poids Nw se calcule ainsi

Nw =
Nl
∑

l=1

N l+1
n ·N l

n,

et le nombre de biais

Nb =
Nl
∑

l=1

N l
n.

Par exemple, le réseau de forme 4-2-3-1 présenté Ągure 5.5 a Nw = 8 + 6 + 3 = 17
poids et Nb = 2 + 3 + 1 = 6 biais. Ainsi, même un réseau très simple et relativement
réduit présente tout de même un total de 23 paramètres.

Lorsque lŠon parle dŠentraîner un réseau de neurones (ou dŠapprentissage pour un
réseau de neurones), on désigne un processus où lŠon cherche à déterminer les N valeurs
de paramètres permettant de représenter au mieux un jeu de données de référence. Pour
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nous, il sŠagit de données
{

X⃗, Y⃗
}

dont on sait quel vecteur Y⃗ est associé à un vecteur

dŠentrée X⃗ : on parle alors dŠapprentissage supervisé. On veut donc les poids w⃗ et biais
b⃗ tels que

min
w⃗,⃗b

{

Y⃗ out
(

X⃗, w⃗, b⃗
)

− Y⃗
}

. (5.5)

Le choix de la structure du réseau est en principe arbitraire, et on peut ajouter neu-
rones et couches cachées à volonté, augmentant par la même occasion le nombre de
paramètres et donc la Ćexibilité du réseau. Si cela peut paraître contre intuitif au premier
abord, une trop grande Ćexibilité est cependant à proscrire. Ainsi, il est possible, même
courant, quŠun réseau de neurones soit trop Ćexible, au point de reproduire trop Ądèle-
ment les données de référence jusquŠà leur bruit statistique, perdant ainsi de son pouvoir
de généralisation : on parle alors de sur-apprentissage (Fig. 5.6).

Figure 5.6 Ű Schématisation du phénomène de sur-apprentissage.

AĄn de détecter et prévenir ce phénomène, il existe plusieurs bonnes pratiques recom-
mandées. Dans un premier temps, en amont de tout apprentissage, il est souhaitable de
choisir la structure du réseau la plus petite possible, en limitant le nombre de neurones et
de couches cachées au minimum nécessaire pour que le réseau parvienne à rendre compte
des comportements étudiés. On prévient ainsi toute Ćexibilité superĆue. Dans la pratique,
ce choix de structure minimale nŠest que très rarement trivial, et est souvent déterminé
par un processus répété dŠessai-erreur jusquŠà obtenir une structure convenable.

DŠautre part, il est fréquent de répartir aléatoirement les données de référence dispo-
nibles en plusieurs sous-jeux. Un premier, usuellement nommé jeu dŠapprentissage (lear-
ning set), est celui que lŠon fournit au réseau pour effectuer lŠapprentissage (cŠest-à-dire
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lŠoptimisation des paramètres). Un second, que lŠon nomme jeu de test (testing set), est
utilisé sporadiquement lors de lŠapprentissage comme outil de vériĄcation : le réseau
ne lŠutilise pas pour optimiser ses paramètres, mais simplement pour comparer la préci-
sion des jeux dŠapprentissage et de test, vériĄant par la même occasion que le réseau est
capable de généraliser à des données quŠil ne ńconnaîtż pas.

Figure 5.7 Ű
Détecter le sur-apprentissage.

Dès lors que les précisions du réseau sur ces deux
jeux de données divergent, et que lŠerreur sur le jeu
de test est signiĄcativement plus élevée que sur le
jeu dŠapprentissage, il y a sur-apprentissage (Fig.
5.7). EnĄn, on peut optionnellement construire un
troisième jeu de données, que lŠon nomme jeu de va-
lidation (validation set), utilisé après optimisation,
de la même manière que le jeu de test, pour renfor-
cer un peu plus notre conĄance dans la capacité du
réseau à généraliser.

Bien que potentiellement utile, le jeu de valida-
tion a une fonction très similaire au jeu de test, et
séparer en trois plutôt quŠen deux le jeu de données
de références peut être contraignant si sa taille est

limitée. Dans le cadre de cette thèse, et des applications liant apprentissage automatique
et simulation atomistique portées à notre connaissance, le choix est fait de travailler uni-
quement avec deux jeux de données : un jeu dŠapprentissage et un jeu de test, dont les
tailles relatives peuvent varier.

Évidemment, la construction du jeu dŠapprentissage est capitale pour la précision du
réseau : celui-ci doit être suffisamment complet pour être représentatif des systèmes que
lŠon souhaite couvrir, contenir peu de redondances et idéalement être de taille réduite,
sans quoi le processus dŠapprentissage peut être signiĄcativement long.

ProĄtons-en dŠailleurs pour discuter des facteurs inĆuant le coût numérique des deux
modes de fonctionnement classiques des réseaux de neurones, cŠest-à-dire les processus
de calcul (compute) où lŠon détermine Y⃗ connaissant X⃗, et dŠapprentissage (training) où
lŠon optimise les paramètres pour reproduire les

{

Y⃗
}

associés aux
{

X⃗
}

du jeu de données
dŠapprentissage.

La forme du réseau, et donc le nombre de paramètres, mais aussi lŠalgorithme dŠop-
timisation choisi (Sec. 6.2) et la taille du jeu de données dŠapprentissage déterminent le
coût numérique du processus dŠapprentissage, et donc sa durée.

En revanche, lors du processus de calcul, seule la structure dŠun réseau, cŠest-à-dire
le nombre de couches et de neurones quŠil contient, détermine le coût numérique. Si
cette caractéristique peut sembler évidente dans le cas des réseaux de neurones, il existe
certaines méthodes dŠapprentissage automatique pour lesquelles ce nŠest pas le cas, comme
par exemple les méthodes à noyaux, présentées ci-après.
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5.3.2 Méthodes à noyaux

Lors des travaux de cette thèse, une autre méthode dŠapprentissage automatique est
envisagée comme alternative aux réseaux de neurones : les méthodes à noyaux (kernel
methods). La présentation de cet outil, plus superĄcielle, vise dŠune part à en donner une
explication suffisante pour comprendre les différents enjeux et raisonnements justiĄant
quŠon lui préfère des réseaux de neurones. DŠautre part, on insiste sur quelques carac-
téristiques clés de cette approche, comme le temps de calcul, pour permettre de mieux
interpréter le chapitre 8 des présents travaux, au sein duquel un potentiel adoptant cette
approche [74] est utilisé comme point de comparaison.

DŠun point de vue mathématique, un noyau est un objet permettant de mesurer la
non-injectivité 1 dŠun morphisme 2. Cet objet est intéressant puisquŠil établit une relation
entre les éléments qui sont envoyés sur la même image par le morphisme. Grossièrement,
on peut dire quŠun noyau permet une mesure de similarité entre deux objets issus dŠune
même application.

AĄn dŠavoir un aperçu rapide des méthodes à noyaux, il est intéressant dŠintroduire
brièvement un élément central de la théorie de lŠinterpolation : les RKHS (Reproducing
Kernel Hilbert Spaces). LŠidée des RKHS est globalement de déĄnir un espace dŠinterpo-
lation très grand (de dimension potentiellement inĄnie) avec une structure sous-jacente
permettant dŠexprimer simplement lŠinterpolation. Si on considère un espace compact X
qui représente lŠentrée, on peut déĄnir un noyau K : X ×X 7→ R vériĄant :

• une relation de symétrie : ∀(x, x′) ∈ X2, K(x, x′) = K(x′, x).
• que sa matrice de corrélation K est déĄnie positive :

∀N ∈ N
∗, (x1, · · · , xN) ∈ XN , ∀(a1, · · · , aN) ∈ R

N ,
N
∑

i=1

N
∑

j=1

aiajK(xi, xj) ≥ 0.

Cette mesure de corrélation peut être interprétée comme un produit scalaire sur un
espace de Hilbert, et on dit quŠil sŠagit dŠun noyau reproduisant les espaces de Hilbert
(RKHS).

Cela implique que nŠimporte quelle mesure de similarité K déĄnit un espace dŠap-
proximation : si lŠon sait exprimer une distance entre deux objets dŠentrée (similarité,
corrélation, ...), on peut déĄnir un espace dŠapproximation sur lequel repose la méthode
à noyau.

Dans notre cas, on peut simpliĄer en écrivant que cet espace de dimension arbitraire
est déĄni par une base dŠapprentissage de la même dimension, et sur lequel on peut
projeter grâce à la méthode à noyaux tout nouvel élément (symétrisé comme la base
dŠapprentissage) aĄn de connaître les similarités quŠil a avec les données de référence.
Les ressemblances entre cet élément inconnu et ceux du jeu de données de référence sont
utilisées pour déterminer le vecteur de sortie à associer.

Un exemple courant de noyau, notamment souvent utilisé en simulation atomistique,

1. On dit quŠune application est une injection si tout élément de son ensemble dŠarrivée a au plus un
antécédent par cette application.

2. Application qui relie deux ensembles (groupes, espaces vectoriels,...), par exemple une fonction.
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est le noyau gaussien (5.6) [71].

K(x, y) = e−
(x−y)2

2σ2 . (5.6)

Un tel noyau permet de déterminer la sortie Y⃗A à associer au vecteur dŠentrée X⃗A

dŠun système A inconnu. Pour cela, on peut utiliser la méthode kernel ridge regression,
dont une application à la simulation atomistique est présentée dans [75].

Soit Ω le jeu contenant les n données de référence déĄnissant lŠespace sur lequel
repose la méthode à noyaux, Φ lŠapplication permettant dŠassocier un vecteur dŠentrée X⃗
au système considéré (voir 5.4). Le vecteur de sortie Y⃗ calculé par la méthode à noyau
gaussien est donné par lŠéquation (5.7),

Y⃗A =
n
∑

i=1

α∗
iK (Φ (Ωi) ,Φ (A)) =

n
∑

i=1

α∗
iK

(

X⃗i, X⃗A

)

, (5.7)

où α⃗∗ est le vecteur de paramètres de la méthode à noyau, analogue aux poids et biais
dŠun réseau de neurones.

LŠun des principaux avantages de cette méthode est la simplicité du processus dŠopti-
misation, cŠest-à-dire que la détermination de α⃗∗ est simple et consistante : il est obtenu
en résolvant le système matriciel (5.8),

α⃗∗ = (K + nλId) ·M, (5.8)

où M =
{

Y⃗i

}n

i=1
est la matrice contenant les vecteurs de sortie du jeu de données de

référence. K est une matrice (parfois appelée matrice de covariance) dont les éléments
Kij = K(X⃗i, X⃗j) correspondent à lŠapplication du noyau entre les vecteurs dŠentrée X⃗i

et X⃗j du jeu de données de référence. EnĄn λ est un hyper-paramètre faisant office de
coefficient de régularisation, Ąxé par lŠutilisateur et pouvant être comparé à un bruit
dŠéchantillonnage.

Remarque : de manière générale, toutes les méthodes à noyau nécessitent la construc-
tion dŠune matrice de covariance sur la base dŠapprentissage. La méthode de régression
pour calculer les poids varie cependant (inversion de système matriciel, minimisation de
fonction coût, ...).

Chaque jeu de données de référence induit un vecteur poids associé. Pour déterminer
la valeur à associer à un nouvel élément inconnu, on a besoin du vecteur poids calculé α⃗∗

et des vecteurs dŠentrée
{

X⃗
}

et de sortie
{

Y⃗
}

(sous la forme de la matrice de covariance
M) du jeu de données de référence ; il nŠest pas nécessaire de recalculer la matrice de
covariance ou dŠinverser le système matriciel (5.8) pour chaque nouvel élément.

Cette caractéristique seule constitue, dans le cadre cette thèse, une raison suffisante
pour choisir de ne pas utiliser de méthodes à noyaux, car elle entraîne plusieurs consé-
quences notables.
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DŠune part, cela implique que le coût numérique du processus de calcul (5.7) dŠun
vecteur de sortie Y⃗ à partir dŠun vecteur dŠentrée X⃗ dépend explicitement de la taille
du jeu de données de référence : plus le jeu de données est grand, plus le calcul est long.
Dans un code tel que DFTB+ où une forte attention est portée sur la performance, un
tel comportement peut être préjudiciable.

DŠautre part, on se heurte à un problème de portabilité. Dans DFTB+, les informa-
tions sur les interactions sont stockées et fournies au code dans des Ąchiers textes nommés
Ąchiers de Slater-Koster (voir annexe C.1.1). Utiliser des méthodes à noyaux signiĄerait
donc inclure dans ces Ąchiers lŠintégralité de lŠinformation sur le vecteur de paramètres
α⃗∗ mais également sur les vecteurs dŠentrée

{

X⃗
}

et de la matrice de covariance M du
jeu de données de référence. Une telle approche alourdit considérablement la quantité
dŠinformation contenue dans ces Ąchiers, amoindrissant la portabilité car compliquant le
transfert entre utilisateurs.

5.4 Décrire lŠenvironnement atomique

Nous avons justiĄé dans la section précédente (5.3) notre choix dŠutiliser des réseaux
de neurones. Ceux-ci offrent une capacité dŠinterpolation appréciable, mais comportent
certaines limitations intrinsèques les rendant inaptes à traiter seuls nŠimporte quel pro-
blème. Le plus souvent, il est impossible de fournir les données brutes au réseau, et lŠon
doit les manipuler de sorte à respecter certaines contraintes. Cela requiert donc un pré-
traitement des données, que lŠon appelle usuellement extraction de caractéristiques
(feature extraction).

Certaines de ces contraintes peuvent être techniques. Prenons lŠexemple de MNIST
[76], où lŠobjectif est dŠapprendre à reconnaître des chiffres manuscrits. Une image brute
du chiffre ne peut pas être fournie en entrée du réseau de neurones : le vecteur dŠentrée
dŠun réseau de neurones doit être consistant dŠun système à lŠautre, et donc de taille
constante.

Il faut dans un premier temps normaliser lŠimage à une taille Ąxe (dans ce cas 28× 28
pixels). On convertit ensuite cette image en un vecteur contenant une valeur numérique
entre 0 et 1 dont chaque élément correspond à lŠintensité dŠun pixel, en niveau de gris
(Fig. 5.8).

Figure 5.8 Ű Extraction de caractéristiques - exemple de MNIST.
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Dans dŠautres cas, tels que lŠapplication qui nous intéresse, ces contraintes peuvent être
conceptuelles. LŠidée est de calculer lŠénergie répulsive totale dŠune boîte de simulation
comme la somme des contributions de chaque atome.

Erep
tot =

Natomes
∑

i=1

Erep
i . (5.9)

On veut donc, pour chaque atome, être capable grâce à un réseau de neurones de
calculer Erep

i . Nous avons vu précédemment (Sec. 3.1) que les interactions répulsives
sont, par nature, de courte portée. On peut donc déĄnir autour de chaque atome i une
sphère de rayon rcut Ąnie contenant théoriquement toutes les informations nécessaires au
calcul de Erep

i . On appelle cet objet Ri, constitué de la position et de lŠélément dŠun
atome et de ses voisins dans un rayon, un environnement atomique (Fig. 5.9).

Figure 5.9 Ű Représentation schématique dŠun environnement atomique.

LŠexpression du potentiel répulsif est déĄnie comme une fonction de lŠenvironnement
atomique proche, cŠest-à-dire comme un potentiel à plusieurs corps. Il sŠagit dŠun change-
ment de perspective notable, les potentiels répulsifs de DFTB étant jusquŠà alors calculés
comme une somme dŠinteractions de paires dŠatomes.

En lŠétat, un environnement atomique constitue nos données brutes, à lŠinstar de
lŠimage dŠun chiffre manuscrit dans lŠexemple MNIST. On rencontre là aussi certaines
contraintes. Dans un premier temps, le nombre dŠatomes présents dans lŠenvironnement
atomique peut varier ; nous avons vu précédemment que la taille du vecteur dŠentrée du
réseau doit rester constante.

De plus, en envisageant de fournir les positions dŠun atome et de ses voisins au réseau
de neurones comme entrée, on se heurte à un souci de respect des invariants usuels en
physique. LŠénergie répulsive associée à un environnement atomique doit être :

• invariante par translation, cŠest-à-dire que déplacer lŠenvironnement dans lŠes-
pace ne doit pas modiĄer lŠénergie répulsive associée. En pratique, si lŠon déplace
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tous les atomes dŠun système de 10 Å dans une direction d⃗, toutes les positions
sont modiĄées.
• invariante par rotation, cŠest-à-dire que la rotation de lŠenvironnement dans

lŠespace ne doit pas non plus modiĄer lŠénergie répulsive associée. Évidemment,
la rotation du système modiĄe les positions du système, ce qui est problématique
dans notre cas.
• invariante par réĆexion, cŠest-à-dire que lŠénergie répulsive dŠun environnement

doit être la même que celle de sa réĆexion dans un miroir. Encore une fois, la
transformation par réĆexion modiĄe les positions des atomes.
• invariante par permutation dŠatome équivalents, cŠest-à-dire que la permu-

tation de deux atomes de la même espèce chimique dans lŠenvironnement ne doit
pas modiĄer lŠénergie répulsive du système. Dans les faits, deux neurones dŠentrées
dŠun réseau ne sont pas équivalents et les permuter modiĄe la sortie du réseau.

La considération de ces invariants nous indique que les coordonnées brutes des atomes
ne sont pas à même dŠêtre utilisées en tant que vecteur dŠentrée dŠun réseau de neurones.
AĄn dŠassurer que les potentiels répulsifs obtenus respectent tous ces impératifs, on choisit
de les inclure dans notre prétraitement des données brutes : on associe donc, par construc-
tions, les mêmes vecteurs dŠentrée symétrisés aux environnements atomiques équivalents.
Un tel vecteur symétrisé respectant ces invariants et contraintes, obtenu à partir dŠun
environnement atomique et fourni en entrée dŠun réseau de neurones est appelé vecteur
descripteur.

On se propose donc, dans cette section, de présenter la méthode des fonctions de symé-
trie centrées sur les atomes, utilisée dans cette thèse pour générer des descripteurs. Nous
nous intéresserons aussi à quelques méthodes alternatives, utilisées dans la littérature.

5.4.1 Fonctions de symétrie centrées sur les atomes

Présentées pour la première fois par Jörg Behler en 2007 [77] puis affinées en 2011 [78],
les fonctions de symétrie centrées sur les atomes (Atom-Centered Symetry Func-
tions - ACSF) sont une classe de fonctions permettant de convertir un environnement
atomique en vecteur descripteur. Ceux-ci sont convenablement symétrisés pour être uti-
lisés comme vecteurs dŠentrée dŠune méthode dŠapprentissage automatique - dans notre
cas, des réseaux de neurones.

Tout dŠabord, insistons sur le fait quŠun environnement atomique est déĄni dans un
volume limité (Fig. 5.9) ; les contributions dŠatomes plus distants que le rayon de coupure
rcut sont donc nulles.

Pour sŠen assurer, on déĄnit par rapport à la distance r à lŠatome central une fonc-
tion de coupure fcut(r) dont la forme exacte peut varier. On lŠutilise pour assurer une
décroissance continue dans lŠamplitude des contributions à mesure que lŠon sŠéloigne de
lŠatome central, jusquŠà sŠannuler pour r = rcut. La première déĄnition de fonction de
coupure présentée, analogue à celle utilisée dans quelques potentiels empiriques tels que
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le potentiel de Tersoff [79], est :

fcut(r) =

{

1
2

(

cos
(

πr
rcut

)

+ 1
)

si 0 < r < rcut,

0 sinon.
(5.10)

Pour r ≥ rcut, cette expression de la fonction de coupure et sa dérivée sont nulles. Cepen-
dant, sa dérivée seconde présente une discontinuité au rayon de coupure ; on lui préfère
fréquemment une nouvelle forme, présentée quelques années plus tard.

fcut(r) =

{

tanh3
(

1− r
rcut

)

si 0 < r < rcut,

0 sinon.
(5.11)

Plusieurs formes de fonctions de symétrie sont initialement proposées mais lŠusage en
retient deux principales, majoritairement utilisées.

Les premières, que lŠon nomme fonctions de symétrie radiales car elles ne dépendent
explicitement que des distances interatomiques, sont des sommes de gaussiennes multi-
pliées par la fonction de coupure. Elles sŠexpriment pour un atome i ainsi :

Gi
2 =

N i
vois
∑

j=1

g2(rij) =
N i

vois
∑

j=1

e−η(rij−rs)2

· fcut(rij). (5.12)

On identiĄe trois paramètres déĄnissant ces fonctions.

• η ajuste la largeur des gaussiennes ; plus η est petit, plus la gaussienne est large.
• rs est une distance de décalage à lŠatome central ; plus rs est grand, plus le centre

de la gaussienne est éloigné de lŠatome central.
• rcut est le rayon de coupure au-delà duquel les contributions atomiques sont nulles,

présenté précédemment.

Chaque jeu de paramètres (η, rs, rcut) déĄnit une fonction de symétrie radiale, dont
on illustre quelques exemples dans la Ągure 5.10.

Les autres fonctions de symétrie principalement utilisées sont nommées fonctions de
symétrie angulaires pour leur dépendance explicite aux distances inter-atomiques et aux
angles θijk formés par les triplets de lŠenvironnement. Il sŠagit là encore de gaussiennes
multipliées par des fonctions de coupure, et incluant également une dépendance angulaire
dans leur expression.

Gi
4 =

N i
vois
∑

j=1

N i
vois
∑

k=1
k ̸=j

g4 (rij, rik, rjk)

= 21−ζ
N i

vois
∑

j=1

N i
vois
∑

k=1
k ̸=j

(1 + λ cos θijk)ζ
· e−ηr2

ij · e−ηr2
ik · e−ηr2

jk · fcut(rij) · fcut(rik) · fcut(rjk).

(5.13)

Pour cette classe de fonctions de symétrie, on identiĄe quatre paramètres.
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Figure 5.10 Ű Exemples de fonctions de symétrie G2.

• η qui détermine ici aussi la largeur des gaussiennes, de manière analogue aux
fonctions de symétrie radiales (5.12).
• ζ fait office de résolution angulaire. Plus ζ est grand, plus la partie angulaire de

la fonction de symétrie est étroite et donc sensible aux variations de θijk.
• λ est un entier pouvant prendre les valeurs ¶−1; +1♢, déplaçant respectivement le

maximum du cosinus à θijk = 0◦ et θijk = 180◦.
• rcut est le rayon de coupure au-delà duquel les contributions atomiques sont nulles,

présenté précédemment.

Là encore, chaque jeu de paramètres (η, ζ, λ, rcut) déĄnit une fonction de symétrie
angulaire. Ces fonctions dépendant de trois distances inter-atomiques, leur visualisation
est moins évidente que pour les fonctions de symétrie radiales. La partie radiale des
fonctions G4 est très similaire aux fonctions G2 où rs = 0, et leur partie angulaire est
représentée dans la Ągure 5.11.

À partir de lŠenvironnement associé à lŠatome central i, on peut calculer Gi
2 ou Gi

4

pour différents jeux de paramètres ; chaque fonction nous donne un élément du vecteur
descripteur associé à lŠenvironnement. En conséquence, un jeu de NACSF = NG2 + NG4

fonctions de symétrie nous permet de construire un vecteur G⃗ de taille NACSF. Ce vecteur
respecte les invariants nécessaires à la construction dŠun potentiel répulsif Erep : translater
un environnement atomique dans lŠespace change les coordonnées absolues des atomes,
mais ne modiĄe ni les distances ni les angles. Il en va de même pour toute opération de
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Figure 5.11 Ű Partie angulaire de quelques fonctions de symétrie G4.

rotation ou de réĆexion. De plus, la permutation dŠatomes équivalents modiĄe simplement
lŠordre des sommes des équations (5.12) et (5.13), sans en changer les valeurs Ąnales ;
cet invariant est donc également respecté. EnĄn, la taille du vecteur G⃗ est constante,
indépendamment du nombre dŠatomes contenus dans lŠenvironnement atomique.

Dès lors, nous pouvons donc utiliser le vecteur descripteur G⃗ comme vecteur dŠentrée
pour un réseau de neurones ayant NACSF neurones dans sa couche dŠentrée.

Générer des vecteurs descripteurs par cette approche présente plusieurs avantages.
Tout dŠabord, on utilise usuellement plusieurs dizaines de fonctions de symétrie par élé-
ment chimique : il y en a en général plus que le système nŠa de degrés de liberté. On
capture donc en principe la dimensionnalité du système, bien que les éventuelles redon-
dances possibles puissent être problématiques pour un réseau de neurones. Par ailleurs
il est possible de les choisir avec une intuition physique forte. Ainsi, pour un système
donné, on peut construire des fonctions de symétrie très sensibles autour de distances ou
dŠangles inter-atomiques clés, très représentatifs du système. EnĄn, chaque fonction de
symétrie est indépendante des autres et lŠon peut en ajouter ou en retirer à volonté ; il
est possible dŠen générer une large quantité, et de sélectionner (voir annexe A) celles qui
sont les plus pertinentes, par rapport au jeu de données de référence et/ou par rapport
aux fonctions déjà retenues.

5.4.2 Autres descripteurs

Plusieurs alternatives aux fonctions de symétrie, visant à décrire lŠenvironnement dŠun
atome en assurant de respecter les invariants nécessaires, sont fréquemment employées
dans la littérature. On se propose dŠen présenter deux ici : dŠune part, la méthode du
bispectre de la densité des voisins, classiquement utilisée en conjonction avec les méthodes
à noyaux pour les potentiels à approximation gaussienne [71], et la méthode des matrices
de Coulomb dont il existe certaines utilisations conjointes avec DFTB [44]. Ces deux
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approches sont, à lŠinverse des fonctions de symétrie, complètement systématiques et
requièrent un minimum dŠintervention de lŠutilisateur.

5.4.2.1 Bispectre de la densité des voisins

Intéressons nous tout dŠabord à la méthode du bispectre de la densité des voisins. Cette
approche sŠaffranchit de la sélection des paramètres vue pour les fonctions de symétrie.
Pour cela, on commence par construire une densité de voisins en tout point de lŠespace
n(r⃗) pour tous les atomes i.

n(r⃗) = δ (r⃗) +
∑

rij<rcut

fcut (rij) ·ωj · δ (r⃗ − r⃗ij) .

On utilise des fonctions δ non-nulles aux positions de lŠatome i et de tous ses voisins
j moins distants que le rayon de coupure rcut.

δ(x) =

{

1 si x = 0,
0 sinon.

AĄn dŠassurer une décroissance continue de lŠimportance des contributions jusquŠà ce
quŠelles sŠannulent au-delà du rayon de coupure, on multiplie les contributions des voisins
par une fonction de coupure analogue à celles utilisées pour les fonctions de symétrie (5.10)
et (5.11). EnĄn, les poids ωj ne sont pas ici des paramètres mais des poids prédéĄnis
permettant de discriminer entre les éléments chimiques.

On projette la densité sur une sphère, obtenant une densité projetée ρ̂ (θ, ϕ) qui rend
compte de la distribution angulaire des voisins. On exprime cette densité projetée par un
développement en harmoniques sphériques Ylm :

ρ̂ (θ, ϕ) =
∞
∑

l=0

l
∑

m=−l

clmYlm (θ, ϕ) .

On représente ensuite la distribution radiale par un dernier angle additionnel θ0 ; les
trois angles (θ, ϕ, θ0) déĄnissent donc un jeu de positions sur la surface dŠune 3-sphère 3 de
rayon r0 > rcut. La surface de cette 3-sphère est déĄnie par lŠensemble des points s ∈ R

4

où s2
1 + s2

2 + s2
3 + s2

4 = r2
0 ; les angles (θ, ϕ, θ0) sont déĄnis pour que :

s1 = r0 cos θ0

s2 = r0 sin θ0 cos θ

s3 = r0 sin θ0 sin θ cosϕ

s4 = r0 sin θ0 sin θ sinϕ.

Les positions sont données par une projection, que lŠon choisit [80] telle que :

3. Sphère à quatre dimensions, aussi appelée hypersphère.
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r⃗ → (θ, ϕ, θ0) =

(

arctan
(

y

x

)

, arccos

(

z

♣r⃗♣

)

,
♣r⃗♣
r0

)

.

Si la projection dŠun espace plat à trois dimension sur une sphère de dimension su-
périeure est difficile à visualiser, on peut sŠen faire une intuition en sŠintéressant à la
projection de Riemann (Fig. 5.12), projetant un espace plat à une dimension (cŠest-à-dire
une droite) sur la surface dŠune sphère à deux dimensions (cŠest-à-dire un cercle).

Figure 5.12 Ű Projection de Riemann.

Tout comme nous lŠavons vu pour la densité ρ̂ (θ, ϕ) que lŠon avait projeté sur une
sphère avant de la développer en harmoniques sphériques, on développe la densité projetée
sur une 3-sphère ρ (θ, ϕ, θ0) en harmoniques hypersphériques U j

m,m′ .

ρ (θ, ϕ, θ0) =
∞
∑

j=1

j
∑

m,m′=−j

cj
m,m′U

j
m,m′ .

On utilise les coefficients cj
m,m′ = ⟨U j

m,m′♣ρ⟩ pour construire notre descripteur, la ma-
trice du bispectre, dont les éléments sont déĄnis comme

Bj1,j2,j =
j1
∑

m1,m′

1=−j1

j2
∑

m2,m′

2=−j2

j
∑

m,m′=−j

(

cj
m,m′

)

·Cjm
j1m1j2m2

× cjm′

j1m′

1j2m′

2
· cj1

m′

1,m1
· cj2

m′

2,m2
,

où les coefficients Cjm
j1m1j2m2

sont appelés coefficients de Clebsch-Gordan, rencontrés ini-
tialement en théorie des invariants et apparaissant également en mécanique quantique
lors de lŠétude des couplages de moments angulaires [81].
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Cette matrice est à la base utilisée en reconnaissance dŠimages et de motifs [82] ;
elle respecte aussi tous les invariants requis pour un vecteur descripteur. La capacité
à augmenter à volonté le nombre dŠharmoniques hypersphériques - au prix de temps
de calcul - pour affiner la représentation de lŠenvironnement est un avantage certain. En
revanche, lŠutilisation de fonctions δ implique des discontinuités dans la représentation des
environnements : une modiĄcation mineure dŠune position atomique impacte fortement
le descripteur. En conséquence, la majorité des applications actuelles remplacent ces
fonctions δ par des gaussiennes [71,80].

5.4.2.2 Matrices de Coulomb

EnĄn, intéressons nous à une dernière approche visant à générer des vecteurs des-
cripteurs : la méthode des matrices de Coulomb. Initialement proposées par M. Rupp et
al. [83] en 2012, elles sont notamment utilisées pour générer des corrections aux potentiels
répulsifs Erep pour DFTB [44] et trouvent leurs principales applications dans lŠétude de
systèmes moléculaires. On cherche avec cet outil à décrire lŠenvironnement dŠune liaison
entre atomes, et non pas lŠenvironnement atomique (Fig. 5.13).

Figure 5.13 Ű Concept dŠenvironnement de liaison atomique.

On identiĄe une liaison atomique entre des atomes A et B, dŠespèce chimique quel-
conque t(A) et t(B), si la distance entre eux rAB est inférieure au rayon de coupure
r

t(A)t(B)
cut = min

(

r
t(a)
cut , r

t(b)
cut

)

, qui dépend des espèces chimiques de A et de B. On inclut
dans lŠenvironnement de liaison tout atome Oi, dŠespèce chimique quelconque t(Oi), étant
voisin de A ou B.

min
C=A,B

♣ROi
−RC ♣ < r

t(c)
cut .

La déĄnition de cet environnement de liaison nous permet de construire la matrice de
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Coulomb associée.

b(A,B) =

































0.5ηZ2.4
t(A)

Zt(A)Zt(B)

♣RA −RB♣
Zt(A)Zt(O1)

♣RA −RO1♣
· · ·

Zt(B)Zt(A)

♣RB −RA♣ 0.5ηZ2.4
t(B)

Zt(B)Zt(O1)

♣RB −RO1♣
· · ·

Zt(O1)Zt(A)

♣RO1 −RA♣
Zt(O1)Zt(B)

♣RO1 −RB♣ 0.5ηZ2.4
t(O1) · · ·

...
...

...
. . .

































Ici, le poids associé sur la diagonale η > 1 permet de renforcer la différenciation entre
atomes de types différents. La forme des éléments de matrice en 1/R est très semblable
à celle des interactions coulombiennes, et est à lŠorigine du nom de la méthode ; elle
permet aussi et surtout dŠamoindrir la contribution des atomes les plus éloignés. LŠab-
sence formelle de fonction de coupure implique néanmoins une variation discontinue des
contributions autour du rayon de coupure rcut.

AĄn dŠassurer que le descripteur respecte lŠinvariance par permutation, les lignes de
la matrice sont triées par normes décroissantes :

(

1

2
ηZ2.4

t(A)

)2

+
∑

C ̸=A

(

Zt(A)Zt(C)

♣RA −RC ♣

)2

≥
(

1

2
ηZ2.4

t(B)

)2

+
∑

C ̸=B

(

Zt(B)Zt(C)

♣RB −RC ♣

)2

≥

(

1

2
ηZ2.4

t(O1)

)2

+
∑

C ̸=O1

(

Zt(O1)Zt(C)

♣RO1 −RC ♣

)2

≥ · · · .

Une fois la matrice ordonnée, on la transforme en vecteur en lŠaplatissant, cŠest-à-dire
en sélectionnant ses éléments ligne par ligne.

LŠun des principaux défauts de cette méthode est évident : la taille de la matrice est
dépendante du nombre dŠatomes compris dans lŠenvironnement de la liaison atomique.
Les auteurs de la méthode proposent de contourner ce problème en choisissant une taille
maximale - cŠest-à-dire un nombre maximal de voisins possible Nmax. Cette solution,
relativement inélégante, pose quelques problèmes dŠefficacité numérique dans le cas où
il y a beaucoup moins que Nmax voisins, auquel cas on manipule des objets inutilement
volumineux car remplis de zéros, mais aussi et surtout dans le cas où il y a plus que Nmax

voisins.

Pour la suite, nous utilisons uniquement des fonctions de symétrie centrées sur les
atomes : G2 et G4.
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Chapitre 6

Application aux potentiels répulsifs

LŠobjectif de cette thèse est de permettre au code de simulation atomistique semi-
empirique DFTB+ dŠaméliorer sa représentation des interactions répulsives entre atomes
grâce aux outils dŠapprentissage automatique.

La présentation et lŠétude des outils à notre disposition dans la section 5.3 justiĄent
notre choix dŠutiliser des réseaux de neurones à propagation avant.

Le fonctionnement des réseaux de neurones peut être séparé en deux processus dis-
tincts (voir 5.3.1) : lŠapprentissage et le calcul. Ce chapitre sŠintéresse à lŠapplication de
chacun dŠeux aux travaux de cette thèse : cŠest-à-dire le détail du calcul de lŠénergie ré-
pulsive (et des forces répulsives en annexe B), mais également la présentation de quelques
algorithmes dŠoptimisation.

6.1 Calcul de lŠénergie répulsive

Nous avons explicité précédemment le processus de calcul dŠun réseau de neurones
(voir 5.3.1) et le calcul de vecteurs descripteurs avec les fonctions de symétrie centrées
sur les atomes (voir 5.4.1). Dans cette section, nous détaillons comment utiliser ces outils
pour calculer lŠénergie répulsive totale du système. Le calcul des forces répulsives, très
analogue mais assez volumineux, est quant à lui donné en annexe B.

Nos outils sont construits pour calculer le potentiel répulsif associé à chaque atome :
connaissant lŠenvironnement atomique dŠun atome i, on détermine le vecteur descripteur
associé que lŠon fournit au réseau de neurones pour obtenir lŠénergie répulsive appliquée
sur cet atome Erep,NN

i .

Une représentation schématique du calcul de cette grandeur est donnée dans la Ągure
6.1. AĄn de déĄnir précisément ce processus, adoptons les notations suivantes :

• Ri désigne lŠenvironnement atomique de lŠatome i, cŠest-à-dire sa position r⃗i et
¶r⃗j♢ celles de tous ses voisins j.
• G⃗ (Ri) désigne le vecteur descripteur associé à cet environnement.
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• NN
[

X⃗
]

désigne le retour dŠun réseau de neurones ayant pour vecteur dŠentrée X⃗,
comme déĄni précédemment (5.4).

On peut dès lors exprimer lŠénergie répulsive calculée par un réseau de neurones pour
un environnement atomique Ri.

Ei,NN
rep = NN

[

G⃗ (Ri)
]

. (6.1)

Figure 6.1 Ű Calcul de lŠénergie répulsive dŠun environnement atomique.

Dans le cas où lŠon aurait accès directement aux énergies répulsives atomiques de
référence Eref

rep,i, lŠapplication serait très standard et correspondrait à un cas dŠécole dŠuti-
lisation de réseaux de neurones.

Pour rappel, lŠénergie répulsive du jeu de données de référence est calculée comme
un terme correctif : on connaît lŠénergie totale DFT associée au système de référence
Eref

DFT, et on détermine lŠénergie totale DFTB sans contribution répulsive Eref
DFTB,❍

❍
Erep

. Les
méthodes DFT et DFTB ne fournissent pas dŠinformation énergétique à lŠéchelle des
atomes, et nous nŠavons accès comme valeur de référence quŠà lŠénergie répulsive totale
du système. Celle-ci représente la somme des énergies répulsives de chaque environnement
contenu dans la boîte de simulation, et est calculé comme Eref

rep,boite :

Eref
rep,boite = Eref

DFT − Eref
DFTB,❍

❍
Erep

. (6.2)

Comme présenté dans la Ągure 6.1, notre méthodologie place chaque réseau de neu-
rones à lŠéchelle dŠun environnement atomique, retournant donc lŠénergie répulsive exercée
sur un seul atome i, ENN

rep,i. Néanmoins, nous nŠavons pas directement accès à lŠénergie
répulsive de référence Eref

rep,i.

Il est donc nécessaire de reproduire avec nos outils lŠénergie répulsive de la boîte de
simulation entière ENN

rep,boite (Fig. 6.2).

Eref
rep,boite ≈ ENN

rep,boite =
Nboite

atomes
∑

i=1

ENN
rep,i. (6.3)
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Avec cette approche, on obtient la grandeur recherchée en sommant les valeurs de
sortie de plusieurs réseaux de neurones atomiques. Au lieu dŠutiliser le réseau de neurones
pour prédire directement lŠénergie répulsive de la boîte de simulation entière, on introduit
une granularité supplémentaire en utilisant plusieurs copies dŠun même réseau, chacune
chargée de rendre compte du comportement dŠune sous-partie du système. Dans la litté-
rature, les potentiels employant cette approche sont nommés potentiels numériques par
réseaux de neurones de haute dimension [84].

Insistons une fois de plus sur un point crucial, déjà évoqué plus haut (6.3) : il nŠest pas
nécessaire de connaître lŠénergie répulsive par atome de référence Eref

rep,i pour entraîner les
réseaux de neurones atomiques à restituer ENN

rep,i. Nous avons simplement besoin dŠavoir
accès aux énergies répulsives de boîtes Eref

rep,boite ; une explication détaillée est présentée
plus loin (voir 6.2).

Figure 6.2 Ű Calcul de lŠénergie répulsive dŠune boîte de simulation.

6.2 Optimiser un réseau de neurones

LŠutilité dŠun réseau de neurones est évidemment dépendante de qualité de représenta-
tion : plus il est capable de reproduire de comportements du jeu de données de référence,
plus il est à même de trouver une application. La problématique de lŠentraînement dŠun
réseau, cŠest-à-dire comment lui apprendre à rendre compte dŠun jeu de données, est la
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question centrale de toute application ayant recours à ce genre dŠoutils. De nombreux
algorithmes existent, certains plus complexes, populaires ou originaux que les autres.

Durant la première partie de ces travaux de thèse, nous avons développé une librai-
rie Fortran (dont le détail est disponible en annexe C.1.2.1) implémentant les concepts
essentiels à notre application (environnement atomique, boîte de simulation, réseaux de
neurones de haute dimension, fonctions de symétrie centrées sur les atomes), avec pour
vocation Ąnale dŠêtre greffée à un code de calcul DFTB. En amont de cela, sa fonction
initiale était de tester les différents outils conceptuels en jeu dans le formalisme présenté
précédemment, en construisant et entraînant des réseaux de neurones sur des systèmes
simples pour mieux appréhender lŠimportance de chaque composante.

LŠalgorithme initialement utilisé pour optimiser ces réseaux de neurones, la rétropro-
pagation du gradient, est présenté ci-après (voir 6.2.1). LŠimplémentation de cet algo-
rithme a évolué graduellement, en fonction des besoins : initialement concentré sur les
énergies par atome issues de calculs de dynamique moléculaire classique, il fut étendu aux
énergies totales de boîtes et aux énergies répulsives extraites de calculs premier principe
(voir 6.2.1.1). Les performances obtenues étaient prometteuses mais se heurtaient à une
limitation de taille : on ne considérait que des énergies de référence à lŠéchelle de la boîte
de simulation entière, et le manque dŠinformations locales semblait plafonner la précision
accessible. Nous avons donc cherché à introduire le concept de forces répulsives appliquées
sur chacun des atomes au sein de la librairie.

La mise en place du calcul des forces (voir annexe B), et a fortiori leur prise en compte
lors du processus dŠoptimisation se sont révélés très chronophages. Après plusieurs mois
dŠessai-erreur, de débogage et de validation numérique, nous sommes parvenus à étendre
lŠalgorithme de rétropropagation pour pouvoir optimiser conjointement sur lŠénergie et
les forces répulsives (voir 6.2.1.2).

Les précisions accessibles restaient toutefois sensiblement insuffisantes, et nous avons
Ąnalement choisi de remettre nos entraînements de réseaux de neurones dans les mains
dŠun logiciel externe, N2P2, proposant un algorithme dŠoptimisation plus exotique : le
Ąltre de Kalman étendu, présenté plus loin (voir 6.2.2). Celui-ci permet, dans le cas de
petits réseaux tels que ceux que lŠon manipule dans les présents travaux, un apprentissage
robuste. SŠil ne permet pas un gain dŠun ordre de grandeur en terme dŠerreur, il offre tout
de même de gagner au moins un facteur deux sur les précisions obtenues.

6.2.1 Rétropropagation du gradient

Comme tout algorithme dŠoptimisation, lŠidée très générale de la rétropropagation du
gradient est dŠajuster les paramètres dŠune approximation - ici les poids et biais dŠun
réseau de neurones - aĄn de reproduire convenablement lŠinformation contenue dans un
jeu de données de référence. AĄn dŠévaluer la qualité de reproduction dŠun réseau de
neurones pour un jeu donné, on déĄnit une fonction coût Γ, a priori quelconque mais qui
doit être inversement proportionnelle à la qualité de représentation. Si le réseau améliore
sa représentation, la fonction coût diminue ; il sŠagit donc dŠune forme de quantiĄcation
de lŠerreur. Dans notre cas, on peut imaginer plusieurs fonctions ΓE, ΓF ou ΓEF selon
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que lŠon évalue la capacité à reproduire individuellement ou conjointement les énergies et
forces répulsives du jeu de données de référence.

Si lŠon veut évaluer la qualité de représentation des énergies répulsives du jeu de

référence
{

Eref
rep,i

}Nboites

i=1
, une proposition pour ΓE sŠécrit :

ΓE =
1

2Nboites

Nboites
∑

i=1

(

ENN
rep,i − Eref

rep,i

)2
. (6.4)

De même, on peut déĄnir une fonction coût ΓF permettant dŠévaluer la capacité de
représentation des forces répulsives.

ΓF =
1

2Nboites

Nboites
∑

i=1

1

3N i
atomes

N i
atomes
∑

j=1

∑

α=¶x,y,z♢

(

F rep,NN,i
j,α − F rep,ref,i

j,α

)2
. (6.5)

EnĄn, on peut déĄnir une fonction coût hybride ΓEF , dans laquelle on attribue un
poids relatif β permettant dŠajuster lŠimportance relative des énergies et forces répulsives.

ΓEF = ΓE + β· ΓF (6.6)

Une fois la fonction coût choisie, lŠidée de lŠalgorithme de rétropropagation du gradient
est de faire évoluer itérativement tous les poids w et biais b du réseau de manière à
minimiser la fonction Γ. Pour cela, on propage lŠerreur depuis la couche de sortie du
réseau vers sa couche dŠentrée, et on évalue à chaque couche le gradient de la fonction
coût en fonction des paramètres. En modiĄant les paramètres dans la direction opposée
au gradient, on diminue en principe la fonction coût.

wt+1 = wt − λ ∂Γ

∂wt
et bt+1 = bt − λ∂Γ

∂bt
. (6.7)

On remarque la présence du facteur λ, ou learning rate 1 qui déĄnit lŠamplitude de
lŠactualisation des paramètres. Sa valeur est déterminante pour lŠapprentissage, inĆuant
à la fois sur la vitesse de convergence et sur la robustesse du processus. Le choix de cette
valeur est cependant hautement non trivial (Fig. 6.3), dépend fortement du système
considéré et revient à lŠutilisateur.

Si λ est grand, chaque époque 2 dŠapprentissage modiĄe beaucoup la valeur des pa-
ramètres : on se rapproche rapidement du minimum, mais on peut ne jamais lŠatteindre
si la fonction à représenter fait état de variations trop Ąnes. À lŠinverse, si λ est petit,
lŠoptimisation est robuste et lŠon sŠassure dŠatteindre un minimum, au prix dŠune longue
optimisation ; on peut également se trouver bloqué dans un minimum local, avec des pas
trop petits pour en sortir. Évidemment, il faut trouver un équilibre pour que λ ne soit ni
trop grand ni trop petit, même si ces qualiĄcatifs sont impossibles à quantiĄer en général
et dépendent du problème considéré.

1. Parfois francisé en ńtaux dŠapprentissageż.
2. Itération du processus durant laquelle on parcourt lŠintégralité du jeu de données dŠapprentissage.
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Figure 6.3 Ű Schématisation de lŠimpact du taux dŠapprentissage

LŠoptimisation (6.7) requiert donc dŠévaluer lŠinĆuence individuelle de chacun des
poids et biais sur la valeur de la fonction coût, celle-ci pouvant inclure ou non énergies
et forces répulsives.

6.2.1.1 Apprentissage sur lŠénergie répulsive

Dans le cas où lŠon souhaite entraîner un réseau de neurones à reproduire les énergies
répulsives (6.4), il est nécessaire de déterminer :

∂ΓE

∂w
=

∂

∂w





1

2Nboites

Nboites
∑

i=1

(

ENN
rep,i − Eref

rep,i

)2





=
1

Nboites

Nboites
∑

i=1

(

ENN
rep,i − Eref

rep,i

)

·
∂ENN

rep,i

∂w
.

(6.8)

avec (6.3)

∂ENN
rep,i

∂w
=

N i
atomes
∑

j=1

∂ENN
rep,i,j

∂w
,

dŠoù
∂ΓE

∂w
=

1

Nboites

Nboites
∑

i=1

(

ENN
rep,i − Eref

rep,i

)

·





N i
atomes
∑

j=1

∂ENN
rep,i,j

∂w



 , (6.9)

et similairement, pour les biais

∂ΓE

∂b
=

1

Nboites

Nboites
∑

i=1

(

ENN
rep,i − Eref

rep,i

)

·





N i
atomes
∑

j=1

∂ENN
rep,i,j

∂b



 . (6.10)
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En nommant A⃗l = wl · X⃗ l + b⃗l le vecteur dŠactivation de la couche l, on a pour un
réseau à L couches cachées :

ENN
rep,i,j = fL+1

(

A⃗L+1
)

= fL+1
(

wL+1 · X⃗L+1 + b⃗L+1
)

= fL+1
(

wL+1 · Y⃗ L + b⃗L+1
)

Y⃗ L = fL
(

A⃗L
)

= fL
(

wL · X⃗L + b⃗L
)

= fL
(

wL · Y⃗ L−1 + b⃗L
)

...

Y⃗ 1 = f 1
(

A⃗1
)

= f 1
(

w1 · X⃗1 + b⃗1
)

= f 1
(

w1 · Y⃗ 0 + b⃗1
)

= f 1
(

w1 · G⃗i,j + b⃗1
)

.

Explicitions la dérivée
∂ENN

rep,i,j

∂wl
n1,n2

par rapport au poids liant le neurone n1 de la couche

l et le neurone n2 de la couche l − 1. Proposons une approche par couches successives,

où lŠon sŠintéresse à lŠinĆuence du poids sur le vecteur de sortie dŠune couche l′, ∂Y⃗ l′

∂wl
n1,n2

.

On peut déĄnir le vecteur de sortie Y⃗ l′ comme

∂Y⃗ l′

∂wl
n1,n2

=
∂

∂wl
n1,n2

[

f l′
(

A⃗l′
)]

=
∂

∂wl
n1,n2

[

f l′
(

wl′

· X⃗ l′ + b⃗l′
)]

=
∂f l′

(

A⃗l′
)

∂A⃗l′
·

∂

∂wl
n1,n2

[

wl′

· X⃗ l′ + b⃗l′
]

.

Le premier terme, cŠest-à-dire la dérivée de la fonction de transfert par rapport à
lŠactivation, est calculé en annexe (voir (B.9), (B.10) et (B.11)).

• Dans le cas où lŠon sŠintéresse à la couche l′ < l, la modiĄcation dŠun poids placé
plus loin dans le réseau nŠinĆue pas sur le vecteur de sortie car on sŠintéresse
exclusivement à des réseaux de neurones multicouches à propagation avant.

∂Y⃗ l′

∂wl
n1,n2

= 0 si l′ < l. (6.11)

• En considérant le cas particulier où l′ = l, la modiĄcation dŠun poids wl
n1,n2

im-

pacte évidemment Y⃗ l′ . Étudions les éléments de ∂A⃗l

∂wl
n1,n2

neurone par neurone. On

rappelle que :

Al
n = bl

n +
N l−1

n
∑

n′=1

wl
n,n′ ·X l

n′ .

On distingue donc deux cas :

∂Al
n

∂wl
n1,n2

=

{

X l
n2

si n = n1

0 sinon
. (6.12)

On a donc, au Ąnal

71



∂Y l
n

∂wl
n1,n2

=







∂f l(Al
n1)

∂Al
n1

·X l
n2

si n = n1

0 sinon
. (6.13)

• EnĄn, si lŠon considère le cas où l′ > l, la modiĄcation du poids wl
n1,n2

affecte le
vecteur de sortie de la couche l, Y⃗ l, et donc les vecteurs dŠentrées - et de sortie -
de toutes les couches postérieures. On a

∂Al′

n

∂wl
n1,n2

=
∂

∂wl
n1,n2





⃗bl′

n +
N l′−1

n
∑

n′=1

wl′

n,n′ ·X l′

n′





 =
N l′−1

n
∑

n′=1

∂Y l′−1
n′

∂wl
n1,n2

·wl′

n,n′ ,

dŠoù

∂Y l′

n

∂wl
n1,n2

=
∂f l′

(

Al′

n

)

∂Al′
n

·

N l′−1
n
∑

n′=1

∂Y l′−1
n′

∂wl
n1,n2

·wl′

n,n′ si l′ > l. (6.14)

Cette démarche nous permet de déterminer la dérivée de ENN
rep,i,j (retournée par la

couche de sortie du réseau) par rapport à nŠimporte quel poids wl
n1,n2

. On peut similaire-
ment déterminer ces mêmes dérivées, cette fois-ci par rapport à nŠimporte quel biais du
réseau bl

n1
associé au neurone n1 de la couche l.

• Cas où l′ < l
∂Y⃗ l′

∂bl
n1

= 0. (6.15)

• Cas où l′ = l
∂Y l

n

∂bl
n1

=







∂f l(Al
n1)

∂Al
n1

si n = n1

0 sinon
. (6.16)

• Cas où l′ > l

∂Y l′

n

∂bl
n1

=
∂f l′

(

Al′

n

)

∂Al′
n

·

N l′−1
n
∑

n′=1

∂Y l′−1
n′

∂bl
n1

·wl′

n,n′ . (6.17)

6.2.1.2 Apprentissage sur les forces répulsives

Lorsque lŠon souhaite prendre en compte les forces répulsives dans lŠoptimisation, que
ce soit individuellement (6.5) ou conjointement avec les énergies répulsives (6.6), il est
nécessaire dŠévaluer ∂ΓF

∂w
et ∂ΓF

∂b
.

∂ΓF

∂w
=
∂

∂w





1

2Nboites

Nboites
∑

i=1

1

3N i
atomes

N i
atomes
∑

j=1

∑

α=¶x,y,z♢

(

F rep,NN,i
j,α − F rep,ref,i

j,α

)2





=
1

2Nboites

Nboites
∑

i=1

1

3N i
atomes

N i
atomes
∑

j=1

∑

α=¶x,y,z♢

∂

∂w

[

(

F rep,NN,i
j,α − F rep,ref,i

j,α

)2
]

72



=
1

Nboites

Nboites
∑

i=1

1

3N i
atomes

N i
atomes
∑

j=1

∑

α=¶x,y,z♢

(

F rep,NN,i
j,α − F rep,ref,i

j,α

) ∂F rep,NN,i
j,α

∂w
.

On montre en annexe (voir B) que :

F rep,NN,i
j,α = −

N i
atomes
∑

k=1

J
(

TL+1, X⃗L+1
)

· J
(

TL, X⃗L
)

· · · · · J
(

T 0, G⃗ik

)

·
∂Gik

∂ri
j,α

,

où T l(X⃗ l) = Y⃗ l désigne la transformation effectuée par la lème couche du réseau. Cela
donne :

∂F rep,NN,i
j,α

∂wl
n1,n2

= −
N i

atomes
∑

k=1

∂

∂wl
n1,n2

[

J
(

TL+1, X⃗L+1
)

· J
(

TL, X⃗L
)

· · · ·

· J
(

T l, X⃗ l
)

· · · · · J
(

T 0, G⃗ik

)]

·
∂Gik

∂ri
j,α

.

Nous détaillons également en annexe le calcul des dérivées des fonctions de symétrie
(voir B.2) ; on donne (B.12) également lŠexpression des jacobiens des transformations
effectuées dans chaque couche l > 0.

J
(

T l, X⃗ l
)

=














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∂f l
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)

∂Al
1

· · · wl
1,N l

n

∂f l
(

Al
1

)

∂Al
1

...
. . .

...

wl
N l−1

n ,1

∂f l
(

Al
N l

n

)

∂Al
N l

n

· · · wl
N l−1

n ,N l
n

∂f l
(

Al
N l

n

)

∂Al
N l

n

.





















Lorsque lŠon souhaite calculer :

∂

∂wl
n1,n2

[

J
(

TL+1, X⃗L+1
)

· J
(

TL, X⃗L
)

· · · · · J
(

T l, X⃗ l
)

· · · · · J
(

T 0, G⃗ik

)]

.

il faut tout dŠabord identiĄer les jacobiens dépendant de wl
n1,n2

:

• Les jacobiens des couches précédant la couche l ne dépendent pas de wl
n1,n2

, car on
considère uniquement des réseaux de neurones multicouches à propagation avant ;
il nŠy a aucune rétroaction.
• Dans le cas où lŠon considère le jacobien de la couche l, la dépendance est explicite

et la dérivée est non-nulle.
• Tout comme dans la section précédente (voir 6.2.1.1), la propagation des valeurs

dans le réseau implique que la modiĄcation dŠun poids wl
n1,n2

dans la couche l
affecte les vecteurs dŠentrées, et donc les jacobiens, de toutes les couches suivantes.

On peut résumer :

∂J
(

T l′, X⃗ l′
)

∂wl
n1,n2











= 0 si l′ < l
̸= 0 si l′ = l
̸= 0 si l′ > l

.
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Ce qui nous laisse réécrire :

∂F rep,NN,i
j,α

∂wl
n1,n2

= −
N i

atomes
∑

k=1

∂

∂wl
n1,n2

[

J
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)
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· J
(

T l, X⃗ l
)]

· · · · · J
(

T 0, G⃗ik

)

·
∂Gik

∂ri
j,α

.

Intéressons nous tout dŠabord au cas où lŠon considère la couche l, contenant le poids

wl
n1,n2

. Si lŠon adopte la notation Ja,b
(

T l, X⃗ l
)

= wl
a,b

f l(Al
a)

∂Al
a

pour désigner les éléments des

matrices jacobiennes, on peut écrire :

∂Ja,b
(

T l, X⃗ l
)

∂wl
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=
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
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a
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∂2f l
(
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)
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a

si a = n1 et b = n2

wl
a,b

∂2f l
(

Al
a

)

∂wl
n1,n2

∂Al
a

si a = n1 et b ̸= n2

.

On remarque ici que lŠunique terme inconnu est la dérivée dŠordre 2 des fonctions
de transfert. En utilisant le théorème de dérivation des fonctions composées, on peut
réécrire :

∂2f l
(

Al
a

)

∂wl
n1,n2

∂Al
a

=
∂

∂Al
a




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)
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

 =
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)

∂ (Al
a)2

∂Al
a

∂wl
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,

on rappelle (6.12)
∂Al

a

∂wl
n1,n2

=

{

X l
n2

si a = n1

0 sinon
.

Examinons les expressions de la dérivée seconde de la fonction de transfert de la
couche l par rapport à lŠactivation.

• Fonction dŠactivation sigmoïde
On rappelle (B.9)

f s(x) =
1

1 + e−x
→ ∂f s(x)

∂x
=

e−x

(1 + e−x)2 ,

dŠoù
∂2f s(x)

∂x2
=
∂f s(x)

∂x
·

(

2

f s(x)
·
∂f s(x)

∂x
− 1

)

. (6.18)

• Fonction dŠactivation tangente hyperbolique
On rappelle (B.10)

f t(x) = tanh(x)→ ∂f t(x)

∂x
=
(

1− tanh2(x)
)

,

dŠoù
∂2f t(x)

∂x2
= −2 ·

tanh(x)

cosh2(x)
. (6.19)
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• Fonction dŠactivation linéaire
On rappelle (B.11)

f l(x) = x→ ∂f s(x)

∂x
= 1,

dŠoù
∂2f l(x)

∂x2
= 0. (6.20)

Dans le cas où lŠon sŠintéresse au jacobien dŠune couche l′ placée après l dans le réseau,
seul le vecteur dŠentrée X⃗ l′ est modiĄé.

Ja,b
(

T l′ , X⃗ l′
)

= wl′

a,b

∂f l′
(

Al′

a

)

∂Al′
a

→
∂Ja,b

(

T l′ , X⃗ l′
)

∂wl
n1,n2

= wl′
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∂2f l′
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Al′

a

)
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n1,n2

∂Al′
a

= wl′

a,b ·
∂2f l′

(

Al′

a

)

∂ (Al′
a)2 ·

∂Al′

a

∂wl
n1,n2

.

La dérivée seconde de la fonction dŠactivation est la même que calculée précédem-
ment (6.18) (6.19) (6.20). La dérivée de lŠactivation sŠécrit :

∂Al′

a

∂wl
n1,n2

=
N l′

n
∑

n′=1

wl′

a,n′ ·
∂X l′

n′

∂wl
n1,n2

=
N l′

n
∑

n′=1

wl′

a,n′ ·
∂Y l′−1

n′

∂wl
n1,n2

.

Cette approche récursive nous demande, tout comme pour lŠoptimisation sur lŠénergie,
de connaître la dérivée des vecteurs de sortie de la couche précédente par rapport aux
poids : nous lŠavons déterminée précédemment (6.14).

En adoptant une démarche analogue, on peut déĄnir la dépendance des forces répul-
sives par rapport aux biais du réseau. Tout comme précédemment, on a :

∂F rep,NN,i
j,α

∂bl
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= −
N i
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∑
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)

·
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.

Dans le cas où lŠon considère le jacobien de la couche l, on a :

∂Ja,b
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)
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Le terme
∂2f l

(

Al
a

)

∂
(

Al
a

)2 est donné plus haut (6.18) (6.19) (6.20). Il nous reste :

∂Al
a

∂bl
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=

{

0 si a ̸= n1

1 si a = n1
.
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Pour les couches postérieures l′ > l, on a :

Ja,b
(

T l′ , X⃗ l′
)

= wl′

a,b

∂f l′
(

Al′
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)

∂Al′
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→
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Le seul terme à évaluer est :

∂Al′

a

∂bl
n1

=
N l′

n
∑
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a,n′ ·
∂X l′

n′

∂bl
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.

En somme, cette approche par rétropropagation des gradients depuis la couche de
sortie vers la couche dŠentrée démontre une praticité certaine à cause de la structure
même du réseau, organisé en couches successives. Une complexité supplémentaire émerge
néanmoins de lŠintrication des nombreuses fonctions et autres opérations performées par
les différentes composantes ; le recours à la représentation des dérivées par des jacobiens
allège le formalisme, et il ne reste quŠà appliquer les théorèmes de dérivations de fonctions
composées et de produits. Grâce à tous ces outils, nous avons désormais accès à toutes les
grandeurs nécessaires pour optimiser sur lŠénergie répulsive (6.4), les forces répulsives (6.5)
ou ces deux observables conjointement (6.6).

6.2.2 Filtre de Kalman étendu

Dans cette section, nous présentons dans les grandes lignes lŠalgorithme du Ąltre de
Kalman étendu, utilisé dans la littérature pour entraîner des réseaux de neurones à repro-
duire des énergies DFT. Cette approche est assez atypique, mais sŠavère très intéressante
dans des applications similaires à celle de cette thèse où lŠon cherche à optimiser des
réseaux peu profonds (typiquement quelques couches cachées) avec moins dŠune centaine
de neurones par couche. Nous nous proposons ici dŠen donner une introduction rapide,
aĄn de saisir les spéciĄcités de cette approche.

Originellement [85], lŠalgorithme du Ąltre de Kalman vise à optimiser un estimateur
de système linéaire dynamique : lŠidée est de minimiser une fonction coût tenant compte
de tous les états du système observés précédemment.

Pour un jeu de données de référence composé de M éléments, on a accès aux ¶x⃗a♢M
a=1

vecteurs dŠentrée, chaque état a étant un état du système dynamique que lŠon veut re-
présenter. Pour chaque état x⃗a, on connaît le vecteur de sortie de taille m associé.

y⃗ ref
a =

[

y ref
1 (x⃗a) , · · · , y ref

m (x⃗a)
]T
.

On cherche un estimateur y⃗(t), avec N paramètres w⃗ = [w1(t), · · · , wn(t)]T tel que
y⃗(T ) = [y1 (w⃗(t), x⃗a) , · · · , ym (w⃗(t), x⃗a)]T ≈ y⃗ ref

a . Pour un état donné du système, il est
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donc possible de quantiĄer la qualité de lŠestimateur y⃗(t) et de ses paramètres w⃗.

ξ⃗(t) = y⃗ ref − y⃗(t). (6.21)

LŠobjectif du Ąltre de Kalman est de minimiser Γ =
∑

t
ξ⃗T (t) · ξ⃗(t).

Présenté ainsi, lŠapplication à lŠoptimisation de méthodes dŠapprentissage automa-
tique nŠest pas évidente : le jeu de données de référence utilisé pour les entraîner nŠest
pas dynamique, mais Ąxé pour tout le processus dŠoptimisation. CŠest dŠailleurs lŠune
des principales raisons justiĄant que, assez étonnamment, plusieurs décennies séparent
lŠavènement du Ąltre de Kalman de son application en apprentissage automatique.

Pour effectuer ce lien, un léger changement de paradigme est de mise : il faut, à chaque
époque, considérer le jeu de données de référence entier comme un système dynamique.
Chaque élément du jeu de données de référence est assimilé à un état du système a à un
instant t.

Dès lors, on évalue la capacité du réseau à associer un y⃗(t) = ENN
rep,a convenable aux

vecteurs descripteurs de la boîte a, x⃗a =
{

G⃗j

}Na
atomes

j=1
. On peut alors réécrire la fonction

coût minimisée par lŠalgorithme comme :

Γ =
Nboites
∑

t=1

(

Eref
rep,t − ENN

rep,t

)2
,

qui est une forme assez proche de (6.4), rencontrée plus haut.

Intéressons nous à la manière quŠa lŠalgorithme du Ąltre de Kalman dŠactualiser les
paramètres w⃗, dans notre cas les poids et biais du réseau de neurones. À partir de (6.21),
on peut obtenir la matrice de dérivées H.

Hij(t) =
∂ξj(t)

∂wi

.

Cette matrice nécessite de connaître les gradients de la fonction erreur, que lŠon peut
obtenir facilement avec une démarche très similaire à celle utilisée dans la section précé-
dente (voir. 6.2.1). On peut désormais construire la matrice de gain du Ąltre de Kalman.

K(t) = P(t) · H(t) · A(t). (6.22)

Ici, A est appelée matrice dŠéchelle, et est déĄnie comme :

A(t) =

(

1

η(t)
Im + HT (t) · P(t) · H(t)

)−1

,

où η(t) est le taux dŠapprentissage, très similaire à celui de lŠalgorithme de la rétropro-
pagation (6.7), λ, et peut éventuellement évoluer au cours de lŠoptimisation. EnĄn, la
matrice P(t), de dimension n × n est appelée matrice de covariance de lŠerreur, et est
ajustée itérativement à chaque état du système.

P(t+ 1) = P(t)−K(t) · HT (t) · P(t) + Q(t),
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que lŠon initialise comme P(0) = ϵ−1
In à partir dŠun paramètre ϵ Ąxé par lŠutilisateur.

EnĄn, Q(t) est une matrice faisant office de bruit dŠéchantillonnage, permettant dŠéviter
le sur-apprentissage et de sortir plus facilement des minima locaux.

Q(t) = q(t)In.

Après déĄnition des termes intermédiaires, nous pouvons utiliser la matrice de gain
(6.22) pour actualiser les paramètres du modèle :

w⃗(t+ 1) = w⃗(t) + K(t) · ξ⃗(t).

Ainsi, on actualise tous les paramètres M fois (pour w⃗(t), t = [0,M ]) en parcourant
lŠintégralité du jeu de données de référence : cela constitue une époque dŠapprentissage.
Lors du passage à lŠépoque suivante, on repart de t = 0 et on réitère la processus. Autre-
ment dit, t = a désigne ici lŠélément du jeu de données de référence que lŠon considère,
et non lŠépoque dŠapprentissage dans laquelle on se trouve.

Le processus dŠapprentissage dŠun réseau de neurones en utilisant lŠalgorithme du Ąltre
de Kalman est en réalité plus nuancé, et de nombreuses subtilités interviennent, notam-
ment lorsque lŠon souhaite inclure les forces dans la fonction coût. Nous nous contentons ici
de la présentation ci-dessus, permettant de saisir le fonctionnement global de lŠapproche.
Plus de détails sont disponibles dans la littérature, notamment dans la présentation des
caractéristiques dŠapprentissage du logiciel N2P2 [86], utilisé lors des travaux de cette
thèse.
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Chapitre 7

Construction dŠun potentiel répulsif
numérique

Lors des chapitres précédents, nous avons présenté lŠintégralité des outils et concepts
permettant de comprendre les différents détails et enjeux des présents travaux. Ce cha-
pitre sŠappuie sur ceux-ci, et aspire à rendre compte du processus permettant de générer
un potentiel répulsif à même dŠêtre utilisé au sein dŠun code DFTB. Pour cela, nous nous
intéressons à la construction dŠun potentiel répulsif global pour le Silicium pur. Dans un
premier temps, nous portons notre attention sur lŠobtention des données de référence em-
ployées pour entraîner les réseaux de neurones (voir 7.1) : quels phases thermodynamiques
choisir ? Quels calculs effectuer ? Quel traitement appliquer aux données ? Ensuite, nous
présentons le processus dŠapprentissage en lui-même (voir 7.2), en discutant notamment
de lŠévaluation a priori de sa qualité et de quelques problèmes qui lui sont propres.

7.1 Génération des données de référence

La Ćexibilité des méthodes dŠapprentissage automatique occulte parfois une vérité
simple : le facteur déterminant le plus la qualité de prédiction est, au Ąnal, le jeu de
données de référence. Ces outils excellent en interpolation, mais ne sont que très rarement
performants en extrapolation 1. En conséquence, lŠadage selon lequel on nŠest ńjamais
meilleur que la base dŠapprentissageż est plus que justiĄé. Un effort maximal doit être
fourni pour la génération de données de référence, et les travaux effectués dans le cadre
cette thèse ne font pas exception.

7.1.1 Choix des systèmes

Dans lŠoptique dŠéprouver les capacités dŠapprentissage et de prédiction de la métho-
dologie présentée plus haut, nous avons choisi de nous intéresser au comportement du

1. Euphémisme par courtoisie envers lŠexistence de lŠapprentissage par transfert.

79



Silicium pur.

Ce choix nous semble pertinent pour plusieurs raisons. DŠune part, il sŠagit évidem-
ment dŠun matériau très utilisé dans pléthore dŠapplications. DŠautre part, cet élément
est bien connu de la communauté sŠintéressant à la simulation numérique, et une quantité
solide dŠinformations est à notre disposition pour comparer et évaluer nos potentiels. En-
Ąn, cela nous permet dŠexplorer un diagramme de phase complexe, avec de nombreuses
phases stables ou métastables mais aussi des nano-structures.

Notons pour commencer un point capital : à lŠinverse des potentiels de paire, nous
ne cherchons pas à reproduire lŠénergie de liaison de systèmes connus mais des énergies
répulsives totales de boîte. Dès lors, on peut se permettre dŠajouter des systèmes très
variés aux données utilisées pour optimiser les paramètres du potentiel. Les potentiels de
paire se restreignent soit à des systèmes isolés soit très symétriques, de manière à identiĄer
clairement lŠénergie répulsive dŠune paire dŠatomes. Ce procédé est fastidieux, requiert
une grande attention de lŠutilisateur et, bien quŠil soit en principe possible dŠoptimiser
un potentiel de paire pour nŠimporte quel système de référence, sŠavère bien trop difficile
pour permettre ceci en pratique pour des systèmes complexes. Notre approche se libère
complètement de cette contrainte, et on peut en théorie sŠintéresser à nŠimporte quel
système sans discrimination, fut-il périodique ou non, désordonné ou cristallin.

Le Silicium présente plusieurs phases condensées, et nous choisissons dŠen intégrer un
maximum dans notre jeu de données de référence. Tout dŠabord, on identiĄe des poly-
morphes cristallins de symétries différentes : diamant, hexagonale, cubique (Weaire-
Phelan), monoclinique et β-Sn. Par ailleurs, lŠinclusion de phases désorganisées est
souhaitable, sous la forme de liquides et dŠamorphes.

Nous souhaitons également nous intéresser spéciĄquement à un problème bien connu
des utilisateurs de méthodes dŠapprentissage automatique en simulation atomistique. Il
est notoirement difficile de représenter avec un même outil le comportement des systèmes
périodiques (tels que les cristaux) et isolés (tels que les molécules ou les nano-structures).
LŠétude de ces derniers avec des outils dŠapprentissage automatique requiert une des-
cription spéciĄque, axée sur la géométrie globale des molécules et sur lŠagencement des
atomes. Cette approche est très pertinente dans le cas de systèmes isolés car le nombre
dŠatomes est limité et les états quantiques sont localisés sur les atomes, et peuvent in-
duire des charges ponctuelles perçues aux longues distances : un mouvement sensible dŠun
groupe dŠatomes dŠun côté de la molécule affecte alors la conĄguration de celle-ci manière
non négligeable, même à longue portée. À lŠinverse, la considération de systèmes pério-
diques (inĄnis) impossibilise une approche à la granularité aussi Ąne : pour simuler un
système (par exemple, du Silicium diamant) lŠon parvient souvent à rendre compte des
propriétés du système à partir de contributions localisées. On utilise dans ce cas les po-
tentiels numériques ńclassiquesż [75,84], qui sont construits pour reproduire les énergies
de systèmes périodiques, en se limitant à des contributions courte portée pour construire
des descripteurs adaptés à des environnements très variables.

Notre approche est différente : on sŠintéresse uniquement aux interactions répulsives
de très coutre portée, et les interactions électrostatiques à longue portée sont représentées
par le terme de second ordre (3.9) du formalisme DFTB, dont la robustesse théorique
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permet de considérer une large variété de systèmes [24], périodiques [87] ou non [88,89]. On
intègre donc au jeu de données de référence plusieurs objets isolés, aĄn de les représenter
conjointement aux phases périodiques. Premièrement, on inclut des dimères Si2 pour
lesquels on fait varier la distance interatomique : il sŠagit historiquement (Chap. 3) des
systèmes utilisés pour générer des potentiels répulsifs. Nous avons également à disposition
[90] un jeu de nano-clusters aux conĄgurations variées dont la taille est comprise entre
14 et 77 atomes : via leur inclusion, on espère représenter précisément ces objets et leurs
analogues.

7.1.2 Calculs de structure électronique

LŠobjectif est de générer un jeu de données de référence liant les positions des atomes
dans une boîte de simulation (converties en environnements atomiques Ri) aux obser-
vables nous intéressant : énergie répulsive de boîte Eref

rep et forces répulsives agissant sur
ces atomes F rep,ref

i,α .

On cherche à entraîner un réseau de neurones à représenter le jeu de données de
référence. Pour chacune des boîtes que ce dernier contient, on veut calculer :

Etot,NN
rep =

Natomes
∑

i=1

ENN
rep,i ≈ Etot,ref

rep et F rep,NN
i ≈ F rep,ref

i . (7.1)

En conséquence, il nous faut avoir accès aux références Etot,ref
rep et F rep,ref

i . On rappelle
que (6.2) :

Eref
rep,boite = Eref

DFT − Eref
DFTB,❍

❍
Erep

,

et on déĄnit les forces répulsives de référence comme suit.

F rep,ref
i,α = −∂E

ref
rep,boite

∂ri,α

= −∂E
ref
DFT

∂ri,α

+
∂Eref

DFTB,❍
❍

Erep

∂ri,α

= FDFT,ref
i,α − FDFTB,ref,❍

❍
Erep

i,α . (7.2)

À partir de là, deux étapes se dessinent : tout dŠabord, il nous faut obtenir plusieurs
boîtes de simulation représentatives des systèmes que lŠon veut couvrir. On cherche à
connaître, pour chacune dŠelles, les positions atomiques, lŠénergie totale DFT de la boîte
Eref

DFT et les forces atomiques DFT associées FDFT,ref
i,α .

Par la suite, un calcul DFTB doit être effectué pour chacune de ces boîtes, aĄn
dŠobtenir lŠénergie totale DFTB sans potentiel répulsif Eref

DFTB,❍
❍

Erep
et les forces DFTB

sans potentiel répulsif FDFTB,ref,❍
❍

Erep

i,α .
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7.1.2.1 Calculs VASP

Nous utilisons le logiciel VASP [91Ű93] pour nos calculs de structure électronique
DFT. En amont de la génération des données de références, mettons en avant quelques
points clés qui déĄnissent les calculs à effectuer.

DŠune part, on souhaite que le jeu de données de référence soit le plus divers possible et
quŠil inclue donc une grande variabilité conĄgurationnelle et énergétique. Il nŠest dŠailleurs
pas nécessaire, et serait même préjudiciable, dŠavoir des données trop ressemblantes en
son sein : éviter de telles redondances équivaut à sŠassurer de considérer des boîtes de
simulation décorrélées. DŠautre part, on espère pouvoir représenter une large variété de
systèmes et couvrir une majorité des applications physiques pour auxquelles nos outils
seront employés. Cette assertion comprend des systèmes hybrides ou transitoires ; il est
donc capital que tous les éléments du jeu de données de référence soient consistants : cŠest-
à-dire générés avec un maximum de paramètres similaires, dŠapproximations identiques.
Dans le cas dŠun calcul VASP, cela se traduit par :

• lŠutilisation de la même fonctionnelle dŠéchange-corrélation. Dans notre cas, on
choisit lŠapproximation PBE (voir 2.3.2), pour sa robustesse, son coût relative-
ment réduit et sa Ąabilité pour une large gamme de systèmes. La méthode PAW
(Projector Augmented Wave Ű PAW_PBE Si 05Jan2001 ) [94, 95] est employée
pour son bon compromis entre coût numérique et qualité de description de la
fonction dŠonde aux très courtes distances, capitales pour notre application par
rapport aux autres pseudo-potentiels et aux méthodes tous-électrons.
• lŠemploi du même jeu de fonctions de base. Le logiciel utilisant des ondes planes,

nous observons une précision satisfaisante pour ENCUT = 400 eV, qui spéciĄe
lŠénergie maximale du jeu de bases dŠondes planes. À titre indicatif, lŠimpact des
paramètres ENCUT = 400 eV ou ENCUT = 520 eV sur lŠénergie minimale des
monocristaux nŠexcède jamais 0.3 meV/atome, mais fait varier dŠenviron un fac-
teur deux le temps de calcul. Cette limite nous semble donc être un compromis
raisonnable entre robustesse et temps de calcul.
• la constance de la prise en compte de la polarisation. Pour les systèmes nous

intéressant, nous avons observé que la polarisation induite par les spins du systèmes
a un impact marginal, et on choisit de sŠen passer (ISPIN = 1) aĄn de réduire le
temps de calcul. Pour information, lŠimpact de la prise en compte de la polarisation
du spin sur lŠénergie minimale des monocristaux nŠexcède pas 0.9 µeV/atome, mais
change approximativement les temps de calcul du simple au double.
• le même seuil de convergence des calculs auto-cohérents à EDIFF = 0.1 meV ; ce

choix, non optimal pour certains systèmes très stables, est capital aĄn dŠassurer
une convergence robuste pour tous les cas envisageables.

En un sens, ces choix Ąxent le seuil de précision maximal pour notre potentiel répulsif
par réseau de neurones, et semblent sous-cet angle acceptables. On est alors en capacité
dŠeffectuer des calculs dans lŠintention dŠextraire pour chaque boîte de simulation :

{

Ri, F⃗
DFT,ref
i

}Natomes

i=1
, Eref

DFT.
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Lorsque lŠon aspire à générer un potentiel numérique, on effectue habituellement un
calcul de dynamique moléculaire pour chaque système dŠintérêt. Ceux-ci sŠeffectuent à
une température élevée, sans être excessive pour ne pas représenter que des liquides. Ce
choix de température sŠexplique facilement en considérant la probabilité pi dŠobserver
un état quelconque i du système, dŠénergie εi. Cette probabilité suit une distribution de
Boltzmann [96], et dépend donc explicitement de la température :

pi ∝ e
−εi
kBT , (7.3)

où kB est une valeur constante appelée constante de Boltzmann. DŠaprès (7.3), aux
basses températures les conĄgurations très stables (petit εi) sont les seules observées ; on
augmente la probabilité de voir apparaître des conĄgurations moins stables énergétique-
ment en chauffant le système.

Cela sŠintuitionne assez facilement : plus la température augmente, plus lŠénergie
cinétique des atomes croît et plus ils sont à même de sortir de leurs minima dŠénergie.
Dès lors, on échantillonne en principe une variété bien plus grande de conĄgurations en
se plaçant à plus haute température. Si la température augmente néanmoins trop, la
distribution de probabilités pi est dominée par la température et lŠimpact de lŠénergie
εi sŠamenuise ; la distribution (7.3) sŠuniformise alors, et la fréquence dŠapparition des
états stables diminue dŠautant - ceux-ci sont alors noyés au milieu de conĄgurations plus
désordonnées.

Quand le système est un solide - dans notre cas, les cristaux ou les amorphes - on se
place usuellement légèrement en dessous de sa température de fusion. On reste représen-
tatif de lŠétat fondamental du système ; les atomes oscillent en moyenne autour de leur
position dŠéquilibre, et des environnements peu perturbés sont également présents dans
les données générées. Voici, le détail des dynamiques effectuées :

• pour les symétries β-Sn (64 atomes), cubique (Weaire-Phelan - 46 atomes), hexa-
gonale (64 atomes) et monoclinique (96 atomes), on effectue une dynamique sur
1 ps à T = 1000 K et deux dynamiques à T = 300 K sur 1 ps, dont une à haute
pression.
• pour la symétrie diamant, le calcul sŠeffectue sur 64 atomes en deux temps. Tout

dŠabord, une première dynamique sur 0.5 ps à T = 300 K, puis une seconde sur
0.1 ps à T = 2000 K aĄn de beaucoup perturber les environnements observés et
dŠobserver lŠapparition locale de symétries légèrement désordonnées.
• Des dynamiques relativement courtes (respectivement 0.2 ps, 0.25 ps et 0.5 ps)

à T = 2000 K pour les amorphes (93, 96, 100 atomes). Le processus suivi pour
obtenir les conĄgurations amorphes initiales est présenté en détail plus loin (voir
8.3.2).

Dans le cas des liquides, cet embarras disparaît et on choisit de se placer à très haute
température 2, T = 3000 K sur 6 ps pour 128 atomes aĄn dŠexplorer longuement lŠespace
des conĄgurations.

2. Sans pour autant excéder la température dŠébullition du Silicium pur, T = 3565 K.

83



Conjointement aux calculs de dynamique moléculaire, on choisit dŠemployer une se-
conde approche, en faisant évoluer graduellement la distance entre les atomes. Dans le
cas du dimère, le processus est trivial : on place initialement les deux atomes de silicium
à une très courte distance, dans notre cas r = 0.8 Å, et on augmente graduellement la
distance jusquŠà atteindre r = rcut. Cette démarche sŠadapte également aux cristaux : il
est ici question dŠobtenir des courbes énergies vs. volume. Le calcul sŠeffectue en mettant
à lŠéchelle une boîte de simulation dŠun cristal à lŠéquilibre par un facteur compris entre
0.85 et 1.15. On multiplie donc les vecteurs de boîte, les positions, et en conséquence les
distances, par ce facteur dŠéchelle. En faisant cela, on inclut également des données de
référence à des pressions très variées.

EnĄn, lŠétude [90] propose pour chaque taille de nano-cluster plusieurs conĄgurations
variées (dont le processus dŠobtention est détaillé plus loin - voir 8.2.1). Ce dispositif
sŠintègre parfaitement à notre méthodologie : cela garantit dŠallier diversité des systèmes
et stabilité physique. On inclut donc ces clusters dans notre jeu de données de référence,
en optimisant au préalable leur géométrie avec VASP. AĄn dŠexplorer partiellement le
paysage énergétique autour de ces conĄgurations, il est également souhaitable de les
distordre légèrement. Les nano-objets peuvent être instables si la température augmente ;
on préfère donc à la dynamique moléculaire une approche par compression/extension où
lŠon met là encore à lŠéchelle les distances interatomiques.

7.1.2.2 Calculs DFTB+

Il nous faut également déterminer pour chacune des boîtes de simulation ¶Ri♢Natomes

i=1

lŠénergie DFTB sans interaction répulsive et les forces associées.

{

Ri, F⃗
DFTB,ref,❍

❍
Erep

i

}Natomes

i=1
, Eref

DFTB,❍
❍

Erep
.

Ici, le processus à suivre est plus simple. On modiĄe dans un premier temps les
Ąchiers de Slater-Koster utilisés de manière à nulliĄer toute interaction répulsive. Dès
lors, il nous suffit, pour chaque boîte, dŠeffectuer un calcul statique unique et de récolter
les grandeurs désirées : nous sommes alors en capacité de calculer les différences (6.2)
et (7.2) pour chaque conĄguration.

Les paramètres des calculs étudiés sont là aussi consistants :
• On utilise les paramétrisations des termes électroniques de lŠénergie DFTB pour

le Silicium issues de la thèse dŠAlexander Sieck [36].
• Le seuil de convergence des charges lors des calculs auto-cohérents est volontaire-

ment très faible (SCCTolerance = 1× 10−8 e, où e est la charge de lŠélectron) de
manière à assurer une convergence - et donc une précision - optimale. Le temps de
calcul DFTB étant assez faible de manière générale, cette rigueur supplémentaire
nŠimpacte pas le temps de calcul de manière trop dommageable.
• On Ąxe le moment angulaire maximal (MaxAngularMomentum = p).
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7.1.3 Translation des énergies répulsives

En pratique, une nuance est tue dans notre présentation de lŠéquation (3.15). Dans
lŠabsolu, DFT et DFTB nŠexpriment pas leurs énergies respectives sur la même échelle :
seules leurs variations relatives dŠénergie le sont.

Au sein des calculs VASP, les énergies reportées sont essentiellement des énergies
de liaison ; pour cela, le code soustrait en interne les énergies individuelles de chaque
atome. La valeur de ces énergies individuelles, EPP

at , est spéciĄée dans les paramètres du
pseudopotentiel utilisé.

EVASP = Etot −N × EPP
at .

Cette déĄnition vise en principe à imposer que lŠénergie dŠun atome isolé soit nulle :
dans les faits, on parvient à la rendre très faible, mais pas exactement nulle, EVASP

at ̸= 0.

LŠapproche semi-empirique de DFTB est différente : dŠune part, le formalisme ne
tient formellement pas compte des électrons de cœur dans le calcul de lŠénergie totale.
Par ailleurs, lŠénergie de boîte retournée est lŠénergie totale. En conséquence, cette énergie
est très différente de zéro, même pour un atome isolé. On remarque ainsi que les énergies
retournées par les deux méthodes nŠévoluent pas par rapport à la même référence, et
nŠont donc pas le même zéro dŠénergie.

Dès lors, le potentiel répulsif de référence que lŠon calcule comme leur différence est
très grand, et reste de lŠordre de dizaines dŠeV même dans le cas dŠun unique atome
nŠinteragissant pas. LŠidée est de translater les énergies VASP et DFTB de manière leur
attribuer la même échelle dŠénergie.

Notons que ce choix est entièrement arbitraire ; il est surtout motivé par la déĄnition
même des interactions répulsives, voulant que ces dernières sŠannulent à mesure que les
atomes sŠéloignent, et lŠon choisit donc lŠatome isolé comme zéro dŠénergie. Il est donc
requis de déduire les énergies dŠatomes isolés 3 VASP (EVASP

at ) et DFTB (EDFTB
at ). Le

potentiel répulsif, après cet ajustement, devient donc :

Eref,ajust.
rep = Eref

rep −N
(

EVASP
at − EDFTB

at

)

.

Remarque : il nous faut effectuer cette translation à la main, car rien dans notre
construction méthodologique ne contraint nos outils à associer des vecteurs de sortie
nuls à un atome isolé. Ainsi, et même si le vecteur descripteur dŠun tel environnement
sera forcément nul, les biais de chaque neurones du réseau nŠont aucune raison particu-
lière de valoir zéro : on peut (et cŠest sans doute souvent le cas en pratique) attribuer une
valeur de sorte non nulle à un vecteur descripteur ne contenant que des zéros.

Cette modiĄcation semble conceptuellement satisfaisante ; dans le cas dŠatomes réel-
lement isolés (r →∞), cette translation assure en théorie une énergie répulsive nulle. En

3. Celles-ci sont calculées pour un système non périodique avec DFTB, et avec une boîte de très
grande taille dans VASP.
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pratique les énergies répulsives en résultant sont raisonnables et proches de zéro, mais cet
ajustement est perfectible : pour un dimère avec une distance interatomique dŠenviron
r ≈ rcut, lŠénergie Eref,ajust.

rep est légèrement négative.

Eref,ajust.
rep,dimère (rcut) = O

(

−10−1
)

eV < 0.

Ici, rcut réfère au rayon de coupure des fonctions de symétrie (voir 5.4.1). Le fait
que lŠénergie translatée soit non-nulle est intrinsèquement liée à notre rayon de coupure
Ąni ; dans la limite rcut → ∞, lŠéquation précédente serait vériĄée. Il nŠest néanmoins
pas souhaitable dŠaugmenter à volonté le rayon de coupure : lŠénergie répulsive est un
terme hautement localisé, et les différences dŠénergie observées par rapport à VASP pour
les atomes plus éloignés sont dues aux imprécisions des contributions électroniques à
lŠénergie DFTB. En conséquence, une valeur trop grande du rayon de coupure entrave la
transférabilité du potentiel répulsif résultant.

Dans notre formalisme, les interactions au-delà de rcut nŠont aucune importance. Un
atome sans aucun voisin (r ≥ rcut) est ainsi considéré comme isolé du point de vue de
lŠénergie répulsive. Un choix de zéro dŠénergie plus adéquat est donc de sŠassurer que
lŠénergie répulsive de référence dans le cas où r = rcut soit rigoureusement nulle. On peut
par exemple translater lŠénergie de référence proportionnellement à lŠénergie dŠun dimère
pour lequel r = rcut :

Eref,Ąnal
rep = Eref,ajust.

rep − N

2
Eref,ajust.

rep,dimère (rcut) , (7.4)

que lŠon écrit par la suite Eref
rep par commodité.

Figure 7.1 Ű Schématisation du processus de translation des énergies répulsives de
référence.
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Notons au passage que cette construction pourrait sŠappliquer en prenant en compte
dŠautres systèmes quŠun simple dimère ; par exemple, on pourrait tout aussi bien translater
de Eref,ajust.

rep,diamant (rcut), dans le cas dŠune symétrie diamant où tous les voisins sont distants de
r = rcut. Il paraît toutefois peu probable de rencontrer in-situ de telles conĄgurations, et
leur description exacte semble peu importante. À lŠinverse, on imagine sans trop de peine
le cas où un atome nŠa quŠun seul voisin distant de rcut au sein dŠun système isolé ; dans de
telles situations, la translation (7.4) est souhaitable. On peut trouver une représentation
schématique de ce processus de sélection dans la Ągure 7.1.

Soulignons quŠil aurait été identique de translater en une fois les énergies de manière à
atteindre Eref

rep,dimère (rcut) = 0. Néanmoins, la procédure présentée nous permet clairement
dŠidentiĄer la part de cette translation que lŠon doit à la construction sémantique des
énergies au sein de VASP et DFTB, qui est justiĄée physiquement, et celle plus artiĄcielle
qui ńcompenseż des imprécisions numériques dues aux contributions électroniques de
DFTB et au rayon de coupure Ąni.

Remarquons Ąnalement lŠindépendance des forces répulsives par rapport à cette trans-
lation en énergie répulsive. Ajouter ou retirer une constante à une fonction ne modiĄe
pas ses dérivées ; aucune translation des forces nŠest requise.

7.1.4 Sélection des données de référence

Nous avons désormais un large jeu de référence Ωref à notre disposition, qui contient
pour chaque boîte :

{

Ri, F⃗
rep,ref
i

}Natomes

i=1
, Eref

rep.

Nous choisissons de nŠen utiliser quŠune partie Ωsel pour entraîner nos outils. DŠune
part, deux conĄgurations successives dŠune dynamique moléculaire sont très similaires,
et un excès de redondances dans les données de référence peut masquer des phénomènes
plus rares. DŠautre part, on devine quŠun jeu de données volumineux alourdit fortement
le coût numérique du processus dŠapprentissage.

Usuellement, la sélection des conĄgurations est aléatoire, et on sŠassure uniquement
de leurs faibles corrélations respectives. Cette approche est pertinente et fonctionne de
manière satisfaisante. Il est néanmoins légitime dŠimaginer un choix plus efficace, par
exemple quand la base de données contient plusieurs variations dŠun même système. Pour
cela, on se concentre sur les deux grandeurs principales déterminantes dans lŠimportance
dŠune boîte.

DŠune part, lŠénergie répulsive de référence est centrale : cŠest, in Ąne, la grandeur
que lŠon veut reproduire et il semble logique de vouloir assurer une variété maximale
des valeurs cibles. Évidemment, il convient de tenir compte du nombre dŠatomes dans
la boîte ; on sélectionne pour commencer les boîtes dŠénergies de référence par atome
extrémales.
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Ωsel = Ωref
m + Ωref

M , m = argmin
i∈Ωref

Eref,i
rep

N i
atomes

et M = argmax
i∈Ωref

Eref,i
rep

N i
atomes

.

Ensuite, on identiĄe itérativement les boîtes aux énergies les plus distantes de celles
déjà retenues.

Ωsel → Ωsel + Ωref
s , s = argmax

i∈Ωref

i̸∈Ωsel

√

√

√

√

√

∑

j∈Ωsel

(

Eref,i
rep

N i
atomes

− Eref,j
rep

N j
atomes

)2

.

On arrête la procédure quand on atteint un nombre déĄni de boîtes, ou bien quand
les distances en énergies par atome deviennent assez petites.

Figure 7.2 Ű Exemple de fonction de distribu-
tion radiale, construite comme un histogramme.

On décide aussi de sŠintéresser à la
distribution des distances : il sŠagit de
la grandeur clé dans le calcul des fonc-
tions de symétrie, et donc des poten-
tiels répulsifs. Comme précédemment,
lŠobjectif est dŠassurer une diversité
maximale de distances au sein du jeu
de données de référence.

Un bon outil pour jauger de la di-
versité des distances présentes au sein
dŠune boîte est la fonction de dis-
tribution radiale g(r), qui est pro-
portionnelle à la probabilité de trou-
ver un voisin à une distance donnée
dŠun atome. En pratique, il sŠagit dŠun
histogramme (Fig. 7.2) recensant les
distances du systèmes par tranches de
distances dŠépaisseur Ąxe.

À tout instant dŠun processus de
sélection, on peut additionner les dis-
tributions g(r) de toutes les boîtes sélectionnées, et obtenir un histogramme cumulé.
On peut évaluer sa platitude (Ćatness) aĄn de quantiĄer la diversité globale des dis-
tances des systèmes déjà sélectionnés. Plus un histogramme est plat, et plus les valeurs
quŠil contient sont distribuées uniformément. Dès lors, un histogramme très plat corres-
pond dans notre cas à une bonne diversité de distances.

On calcule la platitude de la fonction de distribution radiale cumulée grâce à la mé-
thode χ2 [97]. Il sŠagit de la mesure de lŠécart dŠun histogramme à sa valeur moyenne t
pour chacune de ses N intervalles.
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χ2 =

√

√

√

√

N
∑

i

(hi − t)2

t
, t =

1

N

N
∑

i

hi.

Ici, hi est la valeur du ième intervalle de lŠhistogramme.

Une fois en mesure dŠévaluer à tout instant la diversité des distances cumulées de
plusieurs boîtes, on est en mesure de déterminer parmi plusieurs candidates la boîte dont
lŠajout aux données de référence sera le plus bénéĄque. En pratique, on sélectionne en
première la boîte dont le score individuel χ2 est le plus faible parmi toutes les boîtes
candidates. À partir de là, on peut avoir une approche itérative :

• calcul pour chaque boîte candidate restante le nouveau score χ2 hypothétique si
on lŠajoute aux données sélectionnées.
• si cŠest possible, sélection de la boîte qui fait le plus diminuer χ2, et on repart au

premier point.
• si cŠest impossible (tout nouvel ajout ne ferait quŠaugmenter χ2) ou que lŠon a

sélectionné suffisamment de boîtes (Ąxé par lŠutilisateur), on arrête le processus.

Il existe des distances préférentielles clairement marquées pour un système donné et
lŠimmense majorité des boîtes ont une fonction de distribution radiale relativement simi-
laire aux autres. En conséquence, cette sélection par distribution de distances est limitée,
mais elle est notamment intéressante pour présélectionner les systèmes en assurant une
proportion signiĄcative de courtes distances. Celles-ci sont rares dans le jeu de données
de référence Ωref mais très précieuses pour notre application. En effet, ce sont elles qui
permettent aux réseaux de neurones de construire des potentiels répulsifs pénalisant les
rapprochements excessifs dŠatomes.

Les deux approches présentées (sélection de boîtes par énergie ou par distances) sont
assez complémentaires. En pratique, il est intéressant de présélectionner dans un premier
temps en fonction de la distance : on ne récupère que quelques boîtes (de lŠordre de la
dizaine), mais celles-ci assurent de contenir quelques distances interatomiques réduites.
Dans un second temps, on performe une sélection par énergie au sein des boîtes restantes
de manière à Ąnir de remplir le jeu de données de référence.

7.1.5 Le cas des très faibles distances

Indépendamment des données de référence choisies et du processus de sélection opéré,
certains domaines de la surface dŠénergie potentielle ne peuvent pas être inclus pour
lŠapprentissage. Le cas des très courtes distances en fait notamment partie : même en
tentant dŠinclure des courbes énergie vs volume ou des dimères où lŠon rapproche les
atomes, il existe une limite au-delà de laquelle nous ne pouvons pas obtenir de données.
Par exemple, nous incluons pour la paire dŠatomes Si2 des distances dŠau moins 0.8 Å. En
deçà de cette distance, il est ardu dŠeffectuer des calculs ; on pourrait dŠailleurs discuter
de la pertinence même de tels calculs, pour lesquels orbitales atomiques se superposent
et qui nŠapparaissent in-situ que dans des circonstances inhabituelles. Plus vulgairement,
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ces situations nŠarrivent en pratique que si quelque chose au sein de la simulation sŠest
ńmal passéż.

Ce manque de données de référence nŠest pas problématique dans le cas des potentiels
répulsifs de paire, pour lesquels on peut déĄnir une forme purement convexe, strictement
croissante aux faibles distances pour prohiber les chevauchements entre atomes. Lorsque
lŠon emploie des outils dŠapprentissage automatique, il est impossible de prédire a priori
le comportement quŠils adopteront dans le cas de systèmes pour lesquels aucune référence
nŠest disponible. Dans le même temps, on comprend bien comment il serait problématique
de permettre un rapprochement excessif dŠatomes : même si ces situations sont dans les
faits très irrégulières, il est important que le potentiel répulsif assure effectivement la
répulsion en pénalisant ces occurrences.

LŠexactitude de la répulsion semble néanmoins assez secondaire ; on propose dans ces
travaux de sŠorienter vers une pénalisation exponentielle si la distance devient inférieure
à une valeur seuil r0.

Erep(r) =











ENN
rep (r) si r ≥ r0,

Eshort
rep (r) = a· e−r + b sinon.

(7.5)

Pour Ąxer les valeurs de a et b, on choisit dŠassurer une continuité des énergies et forces
pour un dimère avec r = r0. Dans le cas de deux atomes tels que ratome1,y = ratome2,y et
ratome1,z = ratome2,z - cŠest-à-dire que le déplacement ne se fait que selon la direction x -
on cherche à assurer que Eshort

rep (r0) = ENN
rep (r0) et F short,dimère

rep,x (r0) = FNN
rep,x (r0). On a donc

a = FNN
rep,x (r0) · e−r0 ·

rx,0

r0

,

et b = ENN
rep (r0)− a· e−r0 ,

avec rx,0 = ratome1,x−ratome2,x quand r = r0. La détermination de Eshort
rep pour un dimère

est alors aisée. Les composantes α = ¶x, y, z♢ des forces interatomiques sŠexpriment pour
leur part

Frep,i,α(r) =











FNN
rep,i,α (r) si r ≥ r0,

F short
rep,i,α(r) = a· e−r · ∂r

∂ri,α
sinon.

(7.6)

Dans le cas de systèmes autres que les dimères, où les atomes ont plusieurs voisins,
lŠidée est de traiter les éventuels cas où des atomes sont plus proches que r0 en retirant
le(s) voisin(s) trop proche(s) et en le(s) traitant à part, comme présenté dans la Ągure
7.3.

Cette approche nŠest manifestement plus aussi adaptée quand plusieurs voisins entrent
en compte que dans le cas dŠun dimère : notre potentiel répulsif est, par construction, à
plusieurs corps, et ne peut pas être réduit à une somme de contributions à deux corps.
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Figure 7.3 Ű Schéma du fonctionnement du potentiel répulsif ad-hoc de courte portée.

On introduit donc inévitablement une discontinuité, dont lŠimportance est néanmoins à
relativiser. Ce potentiel ad-hoc a courte portée nŠest pas supposé être requis au cours
de simulations normales ; il ne sŠagit que dŠun Ąlet de sécurité, dŠun dernier recours
nŠintervenant que dans des situations très irrégulières, où lŠon considère des systèmes
nŠayant de toute façon que peu de sens physique. Il est nécessaire pour cela de sŠassurer
que r0 soit petit, idéalement r0 < 2ratome, où ratome est le rayon atomique de lŠespèce
considérée. En raison de la possible discontinuité quŠelle apporte, cette correction aux
très courtes portées est optionnelle (voir annexe C.2).

7.2 Apprentissages

Intéressons nous désormais aux processus dŠapprentissage effectués. Si lŠobjectif est,
au Ąnal, dŠobtenir un potentiel répulsif général applicable à un maximum de systèmes,
plusieurs étapes intermédiaires sont détaillées : en partant dŠoptimisations simples sur un
volume réduit de données, on peut graduellement enrichir nos outils en ajoutant de plus
en plus de complexité au jeu dŠapprentissage.

À partir des données et outils à notre disposition, il est possible de générer une inĄnité
de réseaux différents : quels systèmes doivent être intégrés au jeu dŠapprentissage ? Quelle
sélection opérer ? Comment choisir leurs proportions relatives ? Combien de fonctions de
symétrie utiliser ? Lesquelles ? Quelle forme donner au réseau de neurones ? Quels hyper-
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paramètres choisir ?

On trouve des pistes de réponses dans les sections précédentes, et lŠidée de ces travaux
nŠest pas de présenter une étude exhaustive assurant dŠobtenir le meilleur outil possible.
En revanche, il semble pertinent dŠen présenter plusieurs, et dŠexpliquer comment les uns
justiĄent les autres : la probabilité dŠobtenir un potentiel performant au premier essai est
faible. Dès lors, les changements donnant lieu aux améliorations successives constituent
un sujet dŠétude intéressant, puisque chaque ajout, retrait ou ajustement est motivé par
une intuition physique.

En particulier, discutons en amont de la présentation des apprentissages le choix
du rayon de coupure des fonctions de symétrie utilisées pour décrire lŠenvironnement
atomique. Le choix de rcut est le siège dŠun compromis entre précision et transférabilité. Le
potentiel répulsif exact - déĄni rigoureusement dans (3.12) - sŠannule exactement au-delà
des courtes distances. En augmentant trop rcut, on ne capture plus aucune information
liée aux interactions répulsives, mais simplement les différences des parties électroniques
entre DFT et DFTB. Notre objectif est de décrire lŠénergie répulsive du système ; il
se trouve quŠon la calcule comme une différence dŠénergie entre DFT et DFTB (6.2),
mais cette différence en tant que telle nŠest pas notre objectif Ąnal. Augmenter rcut

nous permettrait globalement dŠêtre plus précis pour reproduire cette différence, mais
nŠaiderait pas à mieux décrire lŠénergie répulsive et nuirait à la transférabilité.

Une première intuition pour un choix pratique fut de sŠinspirer pour le Silicium du
potentiel de types splines, obtenu par A. Sieck lors de sa thèse [36]. Le rayon de coupure
utilisé par ces dernières rsplines

cut = 2.54 Å est assez pertinent lorsque lŠon se concentre sur
les contributions à deux corps en jeu pour les cristaux cubique simple et diamant du
Silicium, employés pour optimiser les splines.

Néanmoins, ce choix sŠavère trop limitant dans notre cas : dŠune part la distance
au plus proches voisins de certains systèmes étudiés lors de cette thèse (par exemple
2.50 Å pour le cristal β-Sn) avoisinent de très près cette valeur. DŠautre part, lŠune
des forces des fonctions de symétrie que lŠon emploie est la faculté des fonctions G4 de
tenir compte des variations angulaires au sein du système. La forme même des fonctions
de symétrie angulaires (5.13) dépend explicitement des distances (rij et rik) de lŠatome
central i à ses voisins j et k, mais aussi de la distance entre les voisins j et k (rjk).
La distance rjk peut excéder rcut si celui-ci est trop petit, et lŠapplication de la fonction
de coupure (5.11) annule alors la contribution du triplet. Pour rcut < 3 Å, on observe
fortement ce phénomène.

À lŠinverse, on note après quelques essais-erreurs sur des apprentissages tests que la
précision est assez faiblement améliorée lorsque lŠon augmente rcut entre 3.0 Å et 3.3 Å :
on choisit donc de Ąxer rcut = 3 Å pour la suite de ces travaux.

DŠautre part, on utilise pour les applications comme celle-ci des réseaux de neurones
de deux couches cachées, contenant quelques dizaines de neurones, et quelques dizaines de
fonctions de symétrie. Si le nombre de neurones par couche cachées impacte évidemment la
Ćexibilité, leur ajustement inĆue de manière modérée sur la précision Ąnale : globalement,
les trois facteurs déterminant lŠordre de grandeur de lŠerreur Ąnale sont la qualité du jeu

92



de données de référence, les fonctions de symétrie utilisées et le choix de lŠalgorithme
dŠapprentissage.

Intéressons nous à la qualité du jeu de données de référence en présentant plusieurs
réseaux pour lesquels le processus de sélection de fonctions de symétrie et lŠalgorithme
dŠapprentissage est identique (Ąltre de Kalman étendu - voir 6.2.2). Les fonctions de
symétrie initiales sont les mêmes, on les pré-sélectionne suivant la plage de valeur quŠelles
adoptent sur le jeu de données de référence puis elles sont élaguées par importance relative
suite à plusieurs apprentissages successifs (voir annexe A). La principale différence entre
ces réseaux est donc la constitution de leurs jeux de données de référence respectifs. On
présente dans la suite lŠentraînement de trois réseaux (nommés respectivement R, R+L et
R+L+V), paraissant pertinents pour expliquer quelques points dŠintérêt. Le jeu de données
de référence de chaque réseau est une version enrichie - et plus complexe - du précédent 4

et les proportions exactes de chaque sous-système peuvent varier.

7.2.1 Apprentissage sur des systèmes simples

Dans le cas du premier réseau R, ces données de référence sont les suivantes :

• dynamiques moléculaires pour les monocristaux (β-Sn, cubique Weaire-Phelan,
diamant, hexagonal, monoclinique).
• dynamiques moléculaires pour les conĄgurations amorphes (93, 96 et 100 atomes).
• calculs statiques pour les géométries de nano-clusters de [90], réoptimisées au préa-

lable par VASP.
• dimère Si2 pour lequel on fait varier la distance r ∈ [0.8, 3.0].

Après optimisation des hyper-paramètres (voir 7.3), le réseau utilise 37 fonctions de
symétrie (21 fonctions G2 et 16 fonctions G4), avec deux couches cachées de 24 neurones
chacune.

Les fonctions de symétrie sont notamment sélectionnées automatiquement par im-
portance relative (voir annexe A). On note quŠon emploie légèrement plus de fonctions
de symétrie radiales parmi celles retenues ; ceci sŠexplique par la forte proportion de
mono-cristaux dans les données de référence, pour lesquels les angles varient assez peu.
Autrement dit, les distances semblent ici relativement plus importantes que les angles, et
le processus de sélection des fonctions de symétrie semble favoriser une forte sensibilité
radiale. On présente lŠévolution de lŠerreur sur lŠénergie répulsive et les forces répulsives
au cours de lŠentraînement dans la Ągure 7.4.

On observe une assez bonne capacité dŠoptimisation pour les erreurs respectives sur
les énergies et les forces répulsives ; au meilleur du compromis entre ces deux grandeurs,
on atteint les précisions présentées dans la table 7.1.

Remarque : la racine de lŠerreur quadratique moyenne (root mean square error - RMSE)
ou lŠerreur moyenne absolue (mean absolute error - MAE) sont les principales métriques

4. Pour des raisons logistiques de calendrier, certaines données de référence nŠétaient pas disponibles
lors de lŠentraînement des premiers réseaux de neurones présentés.
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Figure 7.4 Ű Processus dŠapprentissage : réseau global R avec un jeu de données de
référence dŠune complexité modérée.

Grandeur RMSE. jeu dŠapprentissage RMSE. jeu de test
Énergies 22.012 meV/atome 23.232 meV/atome
Forces 0.340 eV/Å 0.351 eV/Å

Table 7.1 Ű Erreurs sur les énergies et les forces : réseau global R avec un jeu de données
de référence dŠune complexité modérée.

présentées pour juger de la qualité de ce genre de méthodes. Ceci se justiĄe plutôt bien :
il est très aisé de les calculer à la volée durant lŠentraînement dŠun réseau de neurones, et
elles permettent de juger avec un simple nombre leur performance globale.

Ces erreurs sont relativement satisfaisantes, bien que plus élevées que les précisions
accessibles pour un potentiel numérique global au Silicium [98] (≈ 10 meV/atome et ≈ 0.2
eV/Å). Le rayon de coupure de notre application étant bien plus réduit (3 Å contre 5.5 Å),
une perte de précision est attendue : on ne veut reproduire que les contributions répulsives,
et non corriger les approximations longue portée de DFTB. Ces données de référence
sont relativement basiques, puisquŠil ne sŠagit que de systèmes simples (Si2), stables
(nano-clusters) ou légèrement hors équilibre (dynamiques moléculaires) ; il est cependant
encourageant de noter quŠon est effectivement capable de les reproduire efficacement.
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7.2.2 Ajout de conĄgurations liquides

AĄn dŠappréhender la capacité de nos outils à étudier une plus grande variabilité
spatiale, intéressons nous à lŠoptimisation du deuxième réseau de neurones R+L. Le jeu
de données de celui-ci contient les mêmes systèmes que R (dynamiques moléculaires pour
les monocristaux et les amorphes, dimère Si2 et géométries optimisées nano-clusters) dans
des proportions légèrement différentes, auxquelles on ajoute des conĄgurations liquides
issues de dynamiques moléculaires à très haute température (Tliq = 3000 K).

Après optimisation des hyper-paramètres, le réseau emploie 35 fonctions de symétrie
(8 fonctions G2 et 27 fonctions G4), avec deux couches cachées de 30 neurones chacune.
On note cette fois-ci que la complexité accrue apportée par les conĄgurations liquides
sŠaccompagne de lŠaugmentation assez importante du nombre de fonctions de symétrie
angulaires présentes par rapport au réseau R. Un aperçu de lŠentraînement de ce réseau
est disponible dans la Ągure 7.5.

Figure 7.5 Ű Processus dŠapprentissage : réseau global R+L avec un jeu de données de
référence dŠune complexité intermédiaire.

Là encore, lŠoptimisation converge assez rapidement vers des plateaux pour les énergies
et forces répulsives. Le meilleur compromis nous semble avoir lieu vers lŠépoque 43, et les
erreurs respectives sont présentées ci-dessous (Table 7.2).

LŠinclusion de liquides provoque une augmentation sensible de lŠerreur commise sur
les énergies répulsives. Cette augmentation modérée nŠest pas une surprise en soi : la
variabilité conĄgurationnelle des liquides est très importante. Par ailleurs, ces systèmes
sont assez éloignés des conĄgurations pour lesquelles les approximations de DFTB sont
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Grandeur RMSE. jeu dŠapprentissage RMSE. jeu de test
Énergies 36.146 meV/atome 41.097 meV/atome
Forces 0.383 eV/Å 0.349 eV/Å

Table 7.2 Ű Erreurs sur les énergies et les forces : réseau global R+L avec un jeu de
données de référence dŠune complexité intermédiaire.

optimales : il est fréquent que les environnements proches de chaque atome soient assez
singuliers, avec un nombre de liaisons par atome très variable. Il est donc tout à fait
probable que les contributions électroniques prédites par VASP et DFTB soient assez
différentes dans ce cas. Cette assertion est partiellement attestée par la difficulté que lŠon
observe en pratique à converger les calculs auto-cohérents de Ecoul (voir 3.2) dans le cas des
liquides. La charge de travail incombant au réseau est dès lors alourdie ; lŠaugmentation de
lŠerreur observée semble en être une conséquence visible. Plus étonnamment, la qualité de
notre représentation des forces interatomiques nŠest pas amoindrie. Cette bonne surprise
est complexe à pleinement interpréter, mais parait indiquer que nos outils demeurent très
capables de supporter la complexité supplémentaire liée aux conĄgurations liquides.

Jusque là, lŠindicateur (RMSE) utilisé pour juger de la précision des potentiels ré-
pulsifs numériques présentés semble conĄrmer la Ąabilité de nos outils. Néanmoins, une
seule valeur quantitative peut ne pas rendre compte dans le détail de la précision dŠun
réseau de neurones couvrant une large variété de systèmes. CŠest en tout cas le constat
sans appel effectué au cours des travaux de cette thèse. Par exemple, la prédiction des
courbes énergie vs. volume des cristaux est relativement médiocre (Fig. 7.6).

On note une forme globalement mauvaise : les minima dŠénergie semblent prédits à
des volumes presque comparables à VASP, mais on dénombre de nombreuses Ćuctuations
inquiétantes, surtout aux faibles volumes - et donc au courtes distances. LŠexemple le plus
frappant - et le plus rédhibitoire - est observé pour le cristal β-Sn autour de 11 Å

3
/atome

avec un puits de potentiel très loin de lŠéquilibre. On comprend bien pourquoi ce genre
de comportement est assez préjudiciable - en encourageant le rapprochement excessif
entre les atomes - dŠautant que la représentation des faibles distances interatomiques est
capitale pour une interaction aussi localisée que celle due aux potentiels répulsifs. On
peut en déduire que les dynamiques moléculaires seules ne permettent pas de couvrir
lŠintégralité des distances dŠintérêt.

7.2.3 Ajout des courbes énergies vs. volume

Cette partie présente lŠentraînement du réseau de neurones utilisé dans le chapitre 8.

Dans lŠidée de remédier aux difficultés notées dans la partie précédente, on entraîne
un nouveau réseau de neurones, RL+V, avec un jeu de données de référence aspirant à
pallier ce problème. En plus des mêmes sous-systèmes que les réseaux précédents (dyna-
miques moléculaires pour les monocristaux, les liquides et les amorphes, mais aussi géo-
métries optimisées des clusters et dimères Si2) on inclut également des courbes énergies
vs. volume pour les monocristaux (comme dans la Ągure 7.6) et des géométries légère-
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Figure 7.6 Ű Prédiction des énergies de liaison en fonction du volume pour les cristaux
de Silicium pur par un réseau R+L inadéquat.

ment compressées ou étirées pour les nano-clusters 5 (voir 7.1.2.1). Après optimisation des
hyper-paramètres, on obtient un réseau avec 31 fonctions de symétrie (23 fonctions G2 et
8 fonctions G4), et deux couches cachées de 20 neurones chacune. Ici, on remarque à nou-
veau que la présélection favorise proportionnellement les fonctions de symétrie radiales.
LŠajout de systèmes compressés/étirés sŠaccompagne donc dŠune importance décrue de
la variabilité angulaire : ces nouvelles données de référence ne présentent littéralement
aucune variabilité angulaire, ce phénomène nŠest donc, somme toute, pas surprenant.

Comme toute inclusion de nouveaux systèmes au sein du jeu de données, lŠajout de
courbes énergie vs. volume vient avec son lot de problèmes nécessitant une attention par-
ticulière. Ceux-ci sŠexpliquent tous en constatant dŠune part que pour de telles données les
énergies et forces répulsives de référence peuvent être très fortes, supérieures de plusieurs
ordres magnitudes à celles rencontrées jusquŠalors. DŠautre part, leur greffe nŠaspire quŠà
assurer une allure globale correcte (entre autre, pas dŠattraction à courte portée), sans

5. Pour les nano-clusters, lŠidée est moins de représenter exactement les géométries hors équilibre que
dŠéchantillonner le paysage énergétique autour des conĄgurations minimales pour améliorer la prédiction
de forces dans cette région de lŠespace des conĄgurations.
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que lŠon nécessite dans les faits une précision extrême sur ces données.

Nos outils sŠoptimisent en minimisant une fonction coût (voir 6.2) sommant lŠerreur
sur lŠintégralité du jeu de données dŠapprentissage. En conséquence, une erreur sensible sur
des données aux énergies et forces élevées est bien plus pénalisante quŠun erreur relative
similaire pour des données à lŠéquilibre, où les énergies et les forces sont faibles. Dès
lors, si lŠon ajoute trop dŠénergies et forces répulsives de référence imposantes, le réseau
sŠoptimise naturellement en étant très précis sur celles-ci au détriment des données à
lŠéquilibre pour lesquelles une quasi-exactitude est capitale. AĄn de contourner ces écueils,
il est de mise de sélectionner avec précaution les boites compressées que lŠon inclut au
jeu dŠapprentissage : conceptuellement, il nŠen faut ni trop pour ne pas surcharger les
données, ni trop peu pour assurer une allure physiquement acceptable pour lŠintégralité
des données.

Pour les nano-clusters, ceci est relativement aisé : on ne veut quŠexplorer le paysage
dŠénergie potentielle proche des équilibres locaux. On peut donc se contenter de quelques
conĄgurations peu modiĄées lorsque lŠon intègre les nano-clusters compressés ou étirés,
absents jusquŠalors, au données dŠapprentissage. Pour les cristaux, on choisit une approche
plus systématique : on conserve lŠintégralité des points autour du minimum dŠénergie,
et lŠon en sélectionne de moins en moins à mesure que lŠon sŠéloigne de lŠéquilibre. Par
ailleurs, on décide pour la même raison de réduire légèrement le nombre de dimères inclus
au jeu de données.

On présente dans la Ągure 7.7 lŠévolution des erreurs sur les énergies et forces répulsives
au cours du processus dŠapprentissage.

LŠajout de conĄgurations hors-équilibre, avec des forces et des énergies importantes,
fait comme prévu augmenter signiĄcativement les racines de lŠerreur quadratique moyenne
relevées au long de lŠapprentissage. On cherche à atteindre le meilleur compromis possible
et on arrive au Ąnal à la précision présentées dans la table 7.3.

Grandeur RMSE. jeu dŠapprentissage RMSE. jeu de test
Énergies 0.961 eV/atome 0.599 eV/atome
Forces 1.057 eV/Å 1.279 eV/Å

Table 7.3 Ű Erreurs sur les énergies et les forces : réseau global R+L+V avec un jeu de
données de référence dŠune complexité élevée.

Ces erreurs sont élevées par rapport à celles (R et R+L) présentées précédemment,
et méritent une étude approfondie. LŠaugmentation forte de la RMSE sur les énergies
est la manifestation de deux phénomènes : dŠune part, le réseau peine majoritairement
à reproduire avec précision lŠénergie des systèmes lorsque celle-ci élevée. On observe un
semblant de palier variant pour chaque système au dessus duquel on sous-estime fortement
les énergies par rapport à la référence. Ces systèmes étant très loin de lŠéquilibre, ce défaut
est acceptable.

Suite à lŠintroduction des courbes énergies vs. volume au sein des données dŠappren-
tissages, on observe une dégradation de la qualité de prédiction sur les autres systèmes, et
notamment les dynamiques moléculaires. En un sens, ces dernières sont masquées par la
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Figure 7.7 Ű Processus dŠapprentissage : réseau global R+L+V avec un jeu de données
de référence dŠune complexité élevée.

présence des nouvelles donnes. Les courbes énergie vs. volume suivent chacune une direc-
tion spéciĄques de lŠespace des conĄgurations, et le réseau semble logiquement privilégier
une précision accrue dans ces directions en raison des énergies et forces élevées quŠelles
présentent. Les dynamiques moléculaires explorent en principe lŠintégralité des directions
accessibles aux systèmes, mais de manière moins extrême. Le réseau leur accorde une
importance moindre au proĄt des courbes énergies vs. volume. Néanmoins, la hiérarchie
énergétique des différentes phases reste respectée (voir la Ągure 8.1 dans le chapitre sui-
vant) et la prédiction des courbes énergie vs. volume est très améliorée (voir la Ągure 8.2
dans le chapitre suivant)

Comme nous lŠavons vu plus haut (Ąg. 7.6), les métriques RMSE et MAE sŠavèrent in-
téressantes pour une première évaluation rapide mais sont incomplètes. Ces mesures dŠer-
reurs sont très sensibles à des modiĄcations minimes du jeu de données dŠapprentissage,
mais leur minimisation ne constitue pas une Ąn en soi. En retirant certaines conĄgura-
tions des données dŠapprentissage - notamment et surtout des points des courbes énergie
vs. volume - on obtient aisément des RMSE. de lŠordre de 1 · 10−1eV/atome pour les
énergies répulsives et 2 · 10−1 eV/Å pour les forces. De tels réseaux voient néanmoins
leur qualité de représentation être moindre : nombre de grandeurs étudiées plus loin -
telles que les densités dŠétats vibrationnels - sont au Ąnal très mal décrites, indiquant des
forces interatomiques assez mal évaluées. Au bout du compte, notre objectif est, plus que
de parvenir à des erreurs impressionamment faibles, de reproduire convenablement des
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comportements clés du Silicium. On conserve donc pour la suite le réseau présenté dans
la Ągure 7.7, en dépit de lŠerreur quadratique moyenne observée, et on étudie dans le cha-
pitre 8 nombre de propriétés nous semblant importantes pour discuter de sa performance
in-situ.

7.3 Résumé et procédure à suivre

Avant dŠavancer vers lŠétude des performances du réseau de neurones obtenu précé-
demment, il semble important de conclure les quelques pages précédentes en présentant
une marche à suivre pertinente pour générer efficacement un potentiel répulsif numérique.
Cette démarche ad-hoc résume les points rencontrés lors des présents travaux : elle doit
être vue comme une somme dŠexpérience accumulée par processus dŠessai-erreur et nŠa
pas prétention dŠêtre une vérité scientiĄque. La qualité des justiĄcations de chaque choix
peut être variable et nŠa pas toujours été testé extensivement ni soumise à la critique
dŠexperts du domaine. Ceci dit, cette expérience nŠest pas sans valeur pour quiconque
souhaite travailler à des applications similaires.

Le point capital de tout travail reposant sur des méthodes dŠapprentissage automa-
tique est également leur point de départ : le jeu de données de référence. Celui-ci doit
être représentatif de lŠobjectif recherché ; il nŠest en aucun cas nécessaire de viser une
grande capacité de généralisation si lŠapplication ne le requiert pas. CŠest en grande par-
tie de la volonté de couvrir une majorité des systèmes du Silicium pur quŠapparaissent
les difficultés rencontrées dans ces travaux.

Dans lŠidéal, le jeu de données utilisé doit contenir plusieurs instantanés décorrélés
issus de dynamiques moléculaires DFT. Chacune de celles-ci doit-être à température
élevée pour une meilleure exploration de lŠespace des conĄgurations, sans pour autant
excéder la température de fusion du système (sauf évidemment si lŠon veut étudier des
liquides). EnĄn, il est également souhaitable - mais pas indispensable - dŠajouter quelques
courbes énergies vs. volume. Celles-ci doivent être extrêmement minoritaires car les fortes
énergies et forces quŠelles présentent compliquent légèrement le processus dŠapprentissage.
Elles sont néanmoins pertinentes dans le cas du potentiel répulsif à très courte portée
pour prévenir le rapprochement excessif dŠatomes. Par ailleurs, on les obtient facilement
avec VASP, par quelques calculs statiques en modiĄant simplement le facteur dŠéchelle
des boîtes de simulation (paramètre sur la seconde ligne du Ąchier dŠentrée POSCAR).

Il nous faut ensuite effectuer, pour chacune des boîtes sélectionnées, un calcul statique
DFTB sans énergie répulsive. Si un apprentissage sur les forces répulsives est désiré, il
faut activer le mot-clé CalculateForces dans le Ąchier dŠentrée de DFTB+. LŠefficacité
numérique de cette méthode semi-empirique permet dŠeffectuer lŠintégralité des calculs en
quelques heures tout au plus sur un ordinateur de bureau. Pour les systèmes périodiques,
lŠemploi de la même grille de points K utilisée avec VASP est recommandée. De plus,
il est important dŠidentiĄer les éventuels systèmes pour lesquels le calcul statique auto-
cohérent nŠaurait pas convergé et de les exclure de la base de données dŠapprentissage.
EnĄn, appliquer une translation telle que présentée précédemment (voir 7.1.3) nŠest pas
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nécessaire en soi mais facilite beaucoup la comparaison avec dŠautres méthodes.

On convertit ensuite les données de référence dans un format supporté par lŠoutil
dŠoptimisation que lŠon souhaite utiliser (N2P2 dans le cas des présents travaux). Avant
de procéder à un quelconque apprentissage, nous avons néanmoins besoin dŠun jeu de
fonctions de symétrie nous permettant de décrire les environnements atomiques. Cette
étape demande, a minima, de connaître le rayon de coupure au-delà duquel les contribu-
tions sŠannulent. Celui-ci peut être identique à celui employé pour dŠéventuels potentiels
répulsifs de paire existants, mais il est en pratique plus intéressant de le choisir de manière
à couvrir les premiers voisins de tous les systèmes étudiés. Nous avons vu (voir 3.3) quŠil
est préjudiciable dŠétendre beaucoup plus la portée des interactions répulsives.

On génère ensuite (voir A.1) un jeu conséquent (typiquement plusieurs centaines) de
fonctions de symétrie radiales ou angulaires. Pour les fonctions G2, il est parfois inté-
ressant dŠavoir également un sous-jeu obtenu pour un rayon de coupure plus petit. Pour
les fonctions G4, cette démarche est en pratique assez vaine : la forme de ces fonctions
dépend des trois distances rij, rik et rjk de chaque triplet dŠatome ijk (5.13). Avec un
rayon de coupure trop petit, la troisième distance est bien souvent supérieure à rcut et
la contribution du triplet est nulle. Par ailleurs, au sein de N2P2, la présence dŠatomes
sans voisins dans le jeu dŠapprentissage entraîne lŠapparition de matrices nulles lors de
lŠemploi du Ąltre de Kalman étendu (voir 6.2.2) : ces matrices nulles entraînent lŠéchec
systématique des inversions matricielles propres à lŠalgorithme.

Faisons le point : nous avons pour le moment à notre disposition un jeu de données
convenablement sélectionnées contenant positions atomiques (et dŠéventuels paramètres
de maille), énergie répulsive totale de référence, forces répulsives interatomiques de ré-
férence, mais aussi un large jeu de paramètres de fonctions de symétrie radiales et an-
gulaires. Dans un premier temps, on peut pré-sélectionner certaines de ces fonctions de
symétrie en tenant compte de la plage de valeurs quŠelles adoptent sur les conĄgurations
de référence (voir A.2). Dans lŠidée, cette pré-sélection permet de conserver un nombre
N init

ACSF plus réduit de fonctions, typiquement une centaine ; on souhaite dès lors ne retenir
parmi celles-ci que les plus importantes pour lŠapprentissage.

Après avoir effectué les normalisations (préalables dans le cas de N2P2 - voir annexe
C.1.2.2) recommandées, on entraîne 6 dans un premier temps un réseau de neurones re-
lativement massif (typiquement de forme N init

ACSF - 50 - 50 - 1, cŠest-à-dire avec N init
ACSF

neurones dŠentrée, deux couches cachées de 50 neurones et un neurone pour la couche de
sortie). Il nŠest pas requis dŠeffectuer un nombre dŠépoques dŠapprentissage trop consé-
quent, et quelques dizaines sont en pratique suffisantes. Ce premier entraînement est en
général assez long à cause du nombre important de fonctions de symétrie, et on peut ac-
célérer le processus en nŠoptimisant le réseau que sur les énergies répulsives sans que cela
ne soit trop dommageable. À lŠissue de ce premier apprentissage, on sélectionne lŠépoque
avec lŠerreur globale la plus faible ; on est alors à même de supprimer (voir A.3) les fonc-
tions de symétrie ayant un impact relativement mineur sur la valeur prédite au Ąnal.

6. Il est recommandé dŠemployer le Ąltre de Kalman étendu, présent dans N2P2 et semblant plus
performant que la descente de gradient. Les paramètres de lŠalgorithme sont ardus à ajuster : il est
préférable dŠutiliser leur valeur par défaut.
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On réitère si besoin cette boucle [ apprentissage + élagage ] jusquŠà avoir entre 25 et 50
fonctions de symétrie.

On a alors notre jeu Ąnal de NACSF fonctions de symétrie ; il ne reste plus quŠà obte-
nir notre réseau Ąnal. Pour cela, un dernier ajustement est requis : la détermination du
nombre de neurones par couche cachée, que nous recommandons dŠêtre identique pour
les deux couches du réseau. En effet, nous nŠavons pas observé dans ces travaux dŠimpact
notable dans le cas où les deux couches cachées nŠont pas le même nombre de neurones.
Par ailleurs, lŠutilisation dŠune unique couche cachée a dans notre cas montré certaines
limitations en terme de Ćexibilité, et lŠapport de trois couches cachées nŠa pas été no-
table ; comme la majorité des applications similaires, nous préconisons dŠen utiliser deux.
Pour choisir le nombre de neurones par couche cachée, on passe là encore par un proces-
sus dŠessai-erreur. Nous recommandons dŠentraîner (sur lŠénergie et les forces répulsives)
plusieurs copies dŠun même réseau pour lesquelles on fait varier le nombre de neurones
par couche cachées régulièrement (typiquement de 5 en 5) entre 5 et NACSF neurones.
Le nombre dŠépoque dŠapprentissage peut être assez réduit, de lŠordre de la dizaine. On
identiĄe alors la (ou les) forme(s) présentant une erreur moindre. Pour celle(s)-ci, on peut
effectuer un apprentissage plus long, de lŠordre dŠau moins 50 époques, et au plus quelques
centaines.

On identiĄe enĄn lŠépoque avec le meilleur compromis entre précision sur lŠénergie et
les forces répulsives pour les jeux dŠapprentissage et de test : il sŠagit de notre réseau Ąnal 7

prêt à être greffé dans un Ąchier de Slater-Koster (voir C.2) et utilisé dans DFTB+ !

7. On peut si besoin déterminer a posteriori la répulsion de paire ad-hoc aux très courtes distances
(voir 7.1.5).
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Chapitre 8

Apport des potentiels répulsifs
numériques

Après avoir créé, entraîné et sélectionné (Chap. 7) des réseaux de neurones aptes à
reproduire la partie répulsive de DFTB pour le Silicium, nous voulons quantiĄer les gains
de précision associés par rapport aux potentiels répulsifs de paire et à dŠautres méthodes.
En principe, les potentiels de paires pourraient se révéler peu transférables à des systèmes
trop variés. Le passage vers des interactions répulsives à plusieurs corps semble pouvoir
résoudre ce problème, mais quŠen est-il en pratique ?

Nous nous attachons à présenter dans ce chapitre les résultats obtenus pour une
large variété de systèmes de Silicium pur. Pour chacun dŠentre-eux, il est important
dŠidentiĄer des grandeurs physiques signiĄcatives, celles-ci pouvant évidemment être très
diverses en fonction de lŠapplication visée. Néanmoins, les potentiels répulsifs sont avant
tout vus au sein du formalisme comme liant énergies et positions atomiques, car ils
ne dépendent que de la densité électronique de référence n0 (r⃗) et non des spéciĄcités
de chaque système induisant un transfert de charge δn (r) (voir 3.3). Aussi, on sŠattelle
principalement à caractériser les grandeurs liant structures et énergies, et on ne sŠintéresse
pas aux propriétés électroniques.

Ce chapitre est construit en trois parties, chacune orientée vers une classe de systèmes.
Tout dŠabord, nous détaillons lŠapport des potentiels répulsifs numériques pour plusieurs
cristaux de Silicium pur, avant de porter notre attention sur des objets isolés : les nano-
clusters de Silicium. EnĄn, nous nous intéressons aux phases désordonnées, cŠest-à-dire
aux liquides et aux amorphes. Cette liste ne couvre évidemment pas lŠintégralité des
systèmes possibles, mais présente une variété suffisante pour discuter des apports et
limitations de cette approche de manière approfondie.

Pour chaque propriété étudiée, on propose de comparer les résultats obtenus avec notre
approche (nommée NN-Erep dans les Ągures) aux potentiels répulsifs de paire (splines).
Les splines utilisées ici sont issues de [36] ; ce choix nous permet de conserver les mêmes
paramètres pour les termes électroniques de lŠénergie DFTB, facilitant énormément la
comparaison entre les deux potentiels répulsifs. On confronte également nos résultats à la
méthode premier principe de référence (VASP) en conservant exactement les paramètres
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utilisés pour générer les données de référence de notre outil NN-Erep (GGA / PAW /
ENCUT = 400 eV / EDIFF = 0.1 meV ). EnĄn, nous étudions la précision relative à
deux approches purement paramétriques interfacées au code de dynamique moléculaire
classique LAMMPS. Ces deux outils aspirent à reproduire lŠénergie totale DFT et les
forces interatomiques, à lŠinverse de nos travaux focalisés sur un terme de DFTB, lŠénergie
répulsive.

Le premier de ces outils, nommé NNP dans les Ągures, utilise le même formalisme
que le nôtre (fonctions de symétrie centrées sur les atomes de Behler-Parrinello et ré-
seaux de neurones de haute dimension). Il a été obtenu grâce aux données de [98] : les
boites de référence et les fonctions de symétrie sont les mêmes que celles fournis pour le
Silicium pur dans lŠarticle, et nous nŠavons fait quŠeffectuer le processus dŠentraînement
du réseau. Comme cet outil aspire à reproduire directement les énergies et les forces DFT,
le rayon de coupure (rNNP

cut = 5.5 Å) est supérieur à ceux employés pour les potentiels
répulsifs. LŠarticle compare et discute des performances relatives de plusieurs approches
par apprentissage automatiques dans la prédiction des propriétés de plusieurs éléments,
dont le Silicium. Le jeu de données dŠapprentissage comprend : cristal le plus stable (dia-
mant), monocristaux (cubique centré, cubique face centrée, et diamant) sous contraintes
graduelles, différentes surfaces, dynamiques moléculaires à différentes températures pour
chaque monocristal (avec quelques températures au-delà du point de fusion) incluant
ou non un défaut lacunaire cristallin. Les calculs sont également menés avec VASP, et
les paramètres sont très similaires aux nôtres, à lŠexception de lŠénergie de coupure de
la base dŠondes planes à 520 eV (contre 400 eV dans notre cas). Les auteurs présentent
principalement les résultats pour de nombreux monocristaux, en étudiant leurs propriétés
structurelles et énergétiques. De toutes les méthodes dŠapprentissage automatique étu-
diées dans cet article, ce potentiel présente souvent les erreurs les plus marquées ; ceci
sŠexplique par la nature de lŠinvestigation menée, qui aspire à utiliser un jeu de référence
le plus petit possible. Les potentiels de type réseau de neurones ont un coût de calcul in-
dépendant de la taille du jeu de données dŠapprentissage (voir 5.3.1), et le potentiel NNP
est donc pénalisé par ce choix. Sa précision reste tout de même largement acceptable, et
aurait été aisément améliorable en enrichissant ses données de référence.

Le second potentiel purement numérique utilisé, nommé GAP [74] dans les Ągures,
emploie quant à lui une approche différente : les méthodes à noyaux (présentées plus tôt,
voir 5.3.2). Le détail de lŠobtention de ce potentiel numérique de portée générale pour
le Silicium ainsi que les paramètres de celui-ci sont disponibles dans la publication ori-
ginale [74]. Cet outil est construit dans lŠobjectif de représenter lŠintégralité des phases
du Silicium pur, et est entraîné sur une gamme de systèmes très large : atome isolé, mo-
nocristaux (diamant, β-Sn, hexagonal simple, hexagonal diamant, cubique centré bcc et
bc8, cubique face centrée, hexagonal compact, tétrahédrique st12 ), liquides, amorphes,
surfaces du diamant, (bi-)lacunes et interstitiels du diamant, dislocations ou encore dif-
férentes hybridations (sp et sp2). Tous ces résultats ne sont pas obtenus avec VASP,
mais avec CASTEP [99], et les paramètres sont sensiblement différents de ceux utilisés
pour générer notre potentiel : on note par exemple lŠemploi de la fonctionnelle GGA
PW91 [19, 100] (contre PBE dans notre cas), le choix de lŠénergie de coupure pour la
base dŠondes planes utilisée à 250 eV (contre 400 eV dans notre cas) ou encore lŠutilisation
dŠun pseudopotentiel ultra-doux (ultrasoft pseudopotential). Le rayon de coupure de cet
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outil est là aussi supérieur à celui employé dans nos travaux, rGAP
cut = 5 Å. Le coût numé-

rique est bien plus important que pour le potentiel NNP, mais cet outil est supposé bien
plus précis, et se veut représentatif de beaucoup plus de conĄgurations du Silicium pur.
Lors du test présenté par les auteurs pour ce potentiel, on observe en pratique une très
bonne reproduction des propriétés élastiques, vibrationnelles et thermiques, mais aussi
de celles des défauts cristallins, de la dépendance énergétique par rapport au volume de
la cellule unitaire, ou encore des distributions radiales et angulaires de plusieurs systèmes
désordonnés. Ces résultats impressionnants justiĄent à eux-seuls lŠemploi de ce potentiel,
même à un prix numérique élevé et malgré lŠabsence dŠindication, par exemple, quant à
la précisions pour des systèmes non-périodiques.

8.1 Cristaux de Silicium pur

Dans cette section, nous présentons les apports des potentiels répulsifs à plusieurs
corps utilisant des réseaux de neurones (NN-Erep) pour plusieurs cristaux purs. Ceux-
ci sont les mêmes utilisés pour lŠentraînement des potentiels : β-Sn, cubique (Weaire-
Phelan), diamant, hexagonal et monoclinique. Ces symétries sont intéressantes à étudier
car elles sont toutes relativement stables à différentes pressions, et sont parfois très proches
les unes des autres dans le paysage énergétique.

8.1.1 Stabilité relative

Pour de tels systèmes, il est évidemment indispensable de prédire correctement leur
stabilité relative. Il sŠagit en effet dŠune condition sine qua non avant dŠinvestiguer plus en
détail lŠutilité de notre potentiel répulsif numérique : sŠil nŠest pas à même de discriminer
convenablement parmi les systèmes employés pour lŠentraîner, il semble assez vain de sŠin-
téresser à sa capacité à reproduire des propriétés pour lesquelles il nŠest pas directement
construit. On compare dans la Ągure 8.1 les écarts dŠénergies au Silicium diamant calculés
par NN-Erep aux mêmes écarts prédits par : les splines, la méthode de référence VASP,
les deux approches purement paramétriques (NNP et GAP). On confronte également
nos résultats avec les valeurs disponibles sous la dénomination énergies de formation sur
Materials Project.

Le procédé est identique pour chacun de ces calculs : on part de la géométrie de plus
petite taille disponible sur Materials Project (2 atomes par cellule pour les symétries β-
Sn et diamant, 46 atomes pour le cristal cubique, et respectivement 4 et 8 atomes pour
les phase hexagonale et monoclinique). Pour chaque méthode (VASP, splines, NN-Erep,
NNP et GAP), on optimise la géométrie de chaque cristal sans modiĄer la forme de la
cellule unitaire 1. On détermine ensuite lŠénergie totale par atome de chaque cristal. Dans
tous les cas, on observe que le Silicium diamant est le plus stable : on rapporte donc
lŠécart en énergie des quatre autres cristaux par rapport à lui.

1. LŠinterfaçage des potentiels répulsifs de type réseau de neurones à DFTB+ ne nous permet pour
lŠinstant pas de réaliser avec Ąabilité ce type de calcul. On choisit donc, pour ne pas fausser la compa-
raison, de sŠen affranchir pour toutes les méthodes étudiées.
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Figure 8.1 Ű Écarts en énergie des différents cristaux au Silicium diamant.

On se réfère à Materials Project pour plusieurs raisons. DŠune part, il sŠagit de la source
dŠoù proviennent les géométries initiales utilisées pour les monocristaux étudiés lors de
cette thèse. De plus, le fonctionnement communautaire de cette plateforme permet dŠavoir
accès à des propriétés relativement Ąables, avec notamment de nombreuses informations
sur le détail des calculs effectués. Il sŠagit dŠailleurs dŠun point important des résultats
présentés dans la Ągure : si la référence Materials Project est très similaire à nos calculs
(fonctionnelle GGA, pseudo-potentiel PAW ), on note de légères différences avec le jeu
de données dŠapprentissage du réseau de neurones NN-Erep. DŠune part, lŠénergie de
coupure des ondes planes utilisées dans le calcul VASP est légèrement différente : 520
eV contre 400 eV dans notre cas, pour les raisons évoquées plus haut (voir 7.1.2.1).
DŠautre part, les calculs de cette thèse (VASP, DFTB et différents potentiels purement
numériques) sont effectués sans optimisation de la géométrie de la cellule unitaire. Ces
deux variables expliquent la différence entre Materials Project et nos résultats VASP :
lŠamplitude négligeable des écarts observés conĄrme que notre choix de ENCUT = 400
eV est acceptable, mais aussi que lŠoptimisation de la cellule unitaire nŠa quŠun impact
mineur sur la stabilité observée des monocristaux.

Pour le cristal β-Sn, les approches purement numériques (NNP et GAP) sont les plus
performantes. Ceci sŠexplique aisément : la partie électronique du formalisme DFTB est
assez peu adaptée pour représenter les conĄgurations atomiques formant beaucoup de
liaisons. La symétrie β-Sn voit ses atomes former six liaisons, et les potentiels répulsifs
(splines et NN-Erep) sous-estiment sensiblement la stabilité de cette phase.

Pour les autres monocristaux, la précision des potentiels répulsifs DFTB est bien plus
satisfaisante, et est même très proche de la référence VASP pour les symétries hexagonale
et monoclinique. Pour la phase cubique, on sous-estime assez fortement (dŠun facteur
deux) lŠécart en énergie par rapport au diamant ; cela reste néanmoins bien meilleur que
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pour les potentiels de type NNP et GAP. Ceux-ci sont aussi inaptes à représenter la
phase monoclinique, complètement absente de leurs jeux dŠapprentissage respectifs.

Au Ąnal, les potentiels répulsifs DFTB sont très similaires entre eux (le potentiel NN -
Erep semble à peine meilleur que les splines, mais aucun écart signiĄcatif nŠest relevé) et
reproduisent convenablement les résultats de la méthode de référence. Par ordre de sta-
bilité décroissante, on a : (diamant,) hexagonal, cubique (Weaire-Phelan), monoclinique
puis β-Sn. En revanche, les approches purement paramétriques sont moins Ąables (GAP
semble légèrement moins mauvais que NNP) ; en particulier, lŠerreur forte observée pour
la phase monoclinique induit une mauvaise prédiction de sa stabilité relative, puisquŠelle
est décrite par ces outils comme moins stable que la phase β-Sn.

8.1.2 Courbes énergie vs. volume

Les informations données par la seule stabilité relative des cristaux sont limitées aux
minima dŠénergie des différentes phases. Les potentiels répulsifs étant avant tout présentés
comme une fonction de distances interatomiques, on se propose de tracer pour chacun
de ces cristaux leur énergie de liaison en fonction du volume par atome. On rappelle que
lŠénergie de liaison est calculée comme la différence dŠénergie entre le système à N atomes
considéré et lŠénergie de N atomes isolés :

Eliaison = Etot −N × Eiso.

Cette grandeur rend donc compte du gain en stabilité apporté par les liaisons formées
par le système. Pour étudier sa dépendance au volume, on varie la taille des boîtes de
simulation en mettant à lŠéchelle les paramètres de maille et les positions atomiques -
donc le volume et les distances. On peut comparer cette énergie calculée avec DFTB+
pour les différents potentiels répulsifs (NN-Erep et splines) avec les énergies de liaisons
obtenues avec VASP pour des systèmes identiques, comme dans la Ągure 8.2. On donne
en annexe (E.1) ces mêmes courbes obtenues avec les approches purement paramétriques
(NNP et GAP) ; les présenter ici nuirait fortement à la lisibilité de la Ągure.

Dans ce cas, lŠapport du potentiel répulsif de type réseau de neurones (NN-Erep) est
bien plus notable. Les énergies de liaison prédites sont plus proches des références VASP,
à lŠexception peut-être du Silicium β-Sn pour lequel lŠénergie de liaison aux courtes
distances est plus surévaluée que pour le potentiel de paire : lŠécart de qualité de re-
présentation entre les deux potentiels répulsifs pour ce cristal est discutable. Ce résultat
sŠexplique partiellement par lŠincapacité méthodologique des approximations DFTB à
reproduire les systèmes où les atomes forment un grand nombre de liaisons.

Quoi quŠil en soit, il est surprenant de noter que les volumes où les stabilités entre
polymorphes sŠinversent sont sensiblement mieux prédits par les splines. Par exemple,
lŠinversion de stabilité de la phase diamant vers la symétrie cubique est prédite à V ≈
23.55 Å

3
/atome par VASP, V ≈ 23.09 Å

3
/atome par les splines et V ≈ 22.85 Å

3
/atome

par le réseau de neurones NN-Erep.
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Figure 8.2 Ű Stabilité relative des différents cristaux de Silicium pur en fonction du
volume pour DFTB avec différents potentiels répulsifs.

En revanche, la courbure des énergies de liaison est globalement améliorée en em-
ployant le potentiel répulsif à plusieurs corps. Ce phénomène est cohérent avec des ob-
servations dans la littérature [101] relatives à la difficulté de reproduire simultanément
les variations dŠénergie pour plusieurs systèmes trop différents avec un unique potentiel
répulsif de paire. De plus, la meilleure allure globale des énergies semble conĄrmer que les
réseaux de neurones permettent une meilleure représentation des forces interatomiques.

Pour les potentiels purement numériques (NNP et GAP - voir Ągure annexe E.1),
qui sont également des potentiels à plusieurs corps, les courbes énergie vs. volume sont
plus irrégulières. Dans le cas de GAP, on note tout dŠabord une forme idéale aux faibles
distances, avec des énergies de liaisons très élevées pour les cinq cristaux étudiés. Aux
longues distances, on observe une tendance décroissante pour les polymorphes diamant
et hexagonal ; ce comportement est peu surprenant, car peu de données aussi loin de
lŠéquilibre Ągurent dans le jeu dŠapprentissage de GAP. Ainsi, et même si les énergies
de liaisons sont systématiquement surestimées avec GAP par rapport à VASP 2, leur

2. Il est très probable que cette surestimation soit liée à la méthode de référence utilisée, qui est dans
le cas de GAP assez différente de celle présentée dans la Ągure.
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évolution en fonction du volume par atome est assez satisfaisante.

Pour NNP, les valeurs exactes des énergies de liaison sont bien plus proches de VASP,
en particulier autour des volumes dŠéquilibre. On relève néanmoins des comportements in-
quiétants lorsque lŠon sŠen éloigne ; si la légère décroissance observée aux longues distances
peut ne pas être trop pénalisante, les Ćuctuations observées aux très faibles distances,
avec même des puits de potentiel pour tous les cristaux sauf β-Sn, est problématique.
Ce genre de comportement, non-physique, autorise en théorie un rapprochement excessif
dŠatomes et peut donc sŠavérer rédhibitoire.

LŠétude de la dépendance de lŠénergie de liaison au volume pour chacun des cris-
taux indique que les approches DFTB supplantent les outils purement numériques. Aux
longues distances, les contributions électroniques à lŠénergie DFTB (identiques dans les
deux cas) sont dominantes et semblent assez robustes ; les courtes distances sont dépen-
dantes de lŠinteraction répulsive utilisée, et notre approche NN-Erep paraît clairement
plus performante que les splines. Les approches purement paramétriques (NNP et GAP)
sont évidemment plus Ćexibles, mais le manque de données de référence aux volumes
éloignés de lŠéquilibre les pénalise sensiblement. En particulier, NNP semble permettre
un rapprochement excessif dŠatomes.

Au passage, on peut extraire lŠénergie répulsive des calculs effectués ci-dessus. On
présente ainsi dans la Ągure 8.3 la dépendance de lŠénergie répulsive à la distance aux
premiers voisins pour les cinq monocristaux. On trace dŠune part les énergies répulsives
obtenues avec les splines et notre potentiel répulsif numérique NN-Erep, et dŠautre part
la référence que nos outils sont supposés reproduire. Cette dernière valeur est calculée
comme la différence (6.2) et translatée dŠaprès (7.4).

Figure 8.3 Ű Énergie répulsive des monocristaux en fonction de la distance au plus
proche voisin.
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Pour les splines, on observe sans surprise que la forme du potentiel est la même
pour chaque polymorphe ; il sŠannule à rsplines

cut = 2.54 Å, et croît régulièrement à mesure
que la distance diminue. Au global, cette forme est acceptable. Dans le cas du diamant
en particulier, pour lequel les splines sont optimisées, la forme globale du potentiel est
correcte jusquŠà rsplines

cut .

Pour le cristal β-Sn, mal reproduit par les splines, on note pour la référence une
forme assez surprenante, globalement décroissante à mesure que la distance interatomique
diminue. Ici, il apparaît clairement que la partie électronique de DFTB attribue une forte
énergie au polymorphe β-Sn. Ce cristal est relativement dense, comme lŠattestent les
volumes de la Ągure 8.2, et démontre surtout une haute coordinence pour chaque atome
- situation pour laquelle la partie électronique de DFTB est moins adaptée.

Le potentiel répulsif numérique NN-Erep performe légèrement mieux que les splines
pour la symétrie β-Sn, sans pour autant pouvoir être qualiĄé de satisfaisant. La dimi-
nution de lŠénergie de référence aux très courtes distances nŠest pas reproduite, au proĄt
dŠune augmentation en accord avec les références des autres cristaux. Pour ces derniers,
le potentiel NN-Erep est tout à fait raisonnable, même si on relève un certain manque de
Ćexibilité empêchant de coller parfaitement aux références. On observe enĄn pour les très
courtes distances que la pente est sensiblement plus douce que pour la référence ; cela
traduit une mésestimation des forces répulsives dans ces régions très éloignées de lŠéqui-
libre. Aucun puits de potentiel à proprement parler nŠest à déplorer, et on nŠautorise à
priori pas de rapprochement excessif dŠatomes. Autrement dit, pour des systèmes très
compressés la prédiction nŠest pas exacte, mais cette lacune paraît plutôt inoffensive.

8.1.3 Densités dŠétats vibrationnels

On sŠintéresse ensuite aux propriétés vibrationnelles des cristaux pour deux raisons :
leur bonne représentation dépend directement de la qualité des forces interatomiques et
joue un rôle important dans la prédiction de nombreuses grandeurs dŠintérêt telles que par
exemple la conductivité thermique ou la capacité caloriĄque. On présente (Fig. 8.4) les
densités dŠétats vibrationnels prédites par les réseaux de neurones (NN-Erep) ou les splines
et les valeurs de référence calculées avec VASP. Ces résultats sont obtenus en utilisant
le logiciel phonopy [102] : ce dernier permet de déterminer de nombreuses propriétés
vibrationnelles pour les systèmes périodiques et est compatible avec VASP, DFTB+ et
LAMMPS 3. On optimise tout dŠabord la géométrie dŠintérêt avec lŠoutil désiré (VASP,
DFTB+ avec les différents potentiels répulsifs ou LAMMPS avec les différents potentiels
numériques), puis on réplique la cellule dans lŠespace avant de lui appliquer quelques
déplacements choisis en fonction de la symétrie du système, et on calcule Ąnalement la
courbe de dispersion des phonons en plusieurs points de la première zone de Brillouin,
que lŠon intègre ensuite sur les fréquences pour obtenir la densité dŠétats vibrationnels.

Deux éléments clés déterminent la qualité des résultats obtenus. DŠune part, la taille
de la supercellule étudiée : plus on réplique la cellule dans lŠespace avant dŠappliquer les
déplacements, plus on est à même de pouvoir considérer les contributions de longue por-

3. Via lŠinterface python phonoLAMMPS .
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(a) (b)

(c) (d)

(e)

Figure 8.4 Ű Densités dŠétats vibrationnels des cristaux de Silicium pur pour différents po-
tentiels répulsifs DFTB.
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tée aux propriétés vibrationnelles. Le nombre de répliques utilisées dépend du système
étudié, et est déterminé par un processus dŠessai-erreur interrompu lorsquŠaugmenter la
taille de la supercellule impacte peu les résultats observés 4. DŠautre part, recourir à un
grand nombre de points de lŠespace réciproque augmente signiĄcativement la résolution
des courbes observées. De manière très analogue au point précédent, on augmente graduel-
lement le nombre de points utilisé jusquŠà convergence : dans notre cas, nous observons
quŠune grille Monkhorst-Pack [103] de 30 × 30 × 30 points suffit pour tous les calculs
présentés.

Ces Ągures font état dŠun constat satisfaisant : les densités dŠétats vibrationnels des
cristaux étudiés sont globalement bonnes, et le potentiel répulsif de type réseau de neu-
rones (NN-Erep) surpasse sensiblement le potentiel de paire (splines).

Pour le Silicium β-Sn (8.4a), les deux potentiels répulsifs sont relativement mau-
vais pour rendre compte des modes acoustiques (ω < 7.5 THz) mais sont assez similaires,
indiquant que les faibles fréquences semblent principalement régies par les termes électro-
niques de DFTB. La reproduction des fréquences plus élevées est sensiblement améliorée
par lŠemploi du potentiel répulsif numérique, sans pour autant être très Ądèle aux données
de référence. EnĄn, le réseau de neurones NN-Erep semble légèrement plus précis pour les
fréquences intermédiaires.

Si lŠon sŠintéresse à la phase cubique (8.4b), notre outil semble ne prédire quŠune ver-
sion adoucie des densités dŠétats obtenues avec les splines. Les amplitudes et les fréquences
sont en effet très similaires, et il semble que le potentiel de paire soit à peine préférable
à son homologue numérique, sans que lŠécart ne soit réellement signiĄcatif. Notons en
revanche les quelques fréquences négatives observées pour le réseau de neurones ; celles-ci
indiquent que le système observé nŠest pas exactement à son minimum, sans que cela ne
semble être effectivement impactant au regard des points présentés plus tôt.

La densité dŠétats vibrationnels du Silicium diamant (8.4c) est mieux prédite par
le potentiel répulsif de type réseau de neurones. Ici encore, les modes acoustiques sont
très similaires, et légèrement mieux reproduits par les splines. Pour toutes les fréquences
intermédiaires et les modes optiques (ω > 7.5 THz), le potentiel répulsif numérique NN-
Erep suit presque exactement la référence VASP. Il en va rigoureusement de même pour le
Silicium hexagonal (8.4d) : là aussi, les basses fréquences sont très similaires pour les deux
potentiels répulsifs et le réseau de neurones excelle pour les fréquences intermédiaires et
élevées. Pour celles-ci, le gain par rapport aux splines est encore plus marqué que dans
le cas du Silicium diamant.

Portons maintenant notre attention sur la densité dŠétats vibrationnels du Silicium
monoclinique (8.4e). Ici, le constat précédent semble se conĄrmer déĄnitivement : les
modes acoustiques ne sont presque pas inĆuencés par le potentiel répulsif utilisé. En re-
vanche, les plus modes optiques semblent mieux représentés par le réseau de neurones
NN-Erep. Si la quantité de pics nuit à la lisibilité globale, il semble néanmoins plus aisé de
déterminer pour chacun dŠentre eux une correspondance VASP-potentiel répulsif numé-
rique ; dans le même temps, les splines semblent mésestimer plus fortement lŠamplitude

4. Au Ąnal, les cristaux étudiés contiennent respectivement 250 (β-Sn), 368 (cubique), 128 (diamant),
256 (hexagonal) et 216 (monoclinique) atomes.

112



et la fréquence des modes observés par rapport à la référence.

On présente également en annexe (voir E.2) les densités dŠétats vibrationnels prédites
pour ces mêmes monocristaux avec les deux potentiels purement numériques (NNP et
GAP). Concernant les quelques systèmes pour lesquels les résultats observés ont un sens
physique, cŠest-à-dire les symétries diamant et hexagonale (Ągures annexes E.2c et E.2d),
on remarque un comportement différent pour les deux approches.

DŠune part, NNP prédit légèrement mieux les modes acoustiques que les deux po-
tentiels répulsifs DFTB (splines et NN-Erep), sans pour autant coller globalement à la
référence VASP, en particulier pour les modes optiques.

DŠautre part, le potentiel GAP est sans conteste excellent pour le Silicium diamant,
reproduisant parfaitement la densité dŠétats vibrationnels de référence pour toutes les
gammes de fréquence. Le résultat est légèrement plus mitigé pour la symétrie hexagonale,
et les modes de basse fréquence sont assez mal prédits ; pour ce système, les approches
DFTB, et en particulier nos outils (NN-Erep), semblent préférables.

Ainsi, lŠétude des densité dŠétats vibrationnels des monocristaux nous permet de no-
ter quelques caractéristiques intéressantes. La première est lŠinefficacité de nos outils à
améliorer la précision des modes acoustiques : ceux-ci semblent assez peu sensibles au po-
tentiel répulsif employé, et paraissent donc dominés par les contributions électroniques à
lŠénergie DFTB. On remarque ensuite la meilleure précision, légère mais présente, de notre
approche pour un potentiel répulsif plusieurs corps (NN-Erep) par rapport aux potentiel
répulsif de paire de type splines à partir de ω ∼ 7.5 THz et jusquŠaux modes optiques.
Ce constat est maintenu - et même accentué - dans le cas du diamant, alors même que
les splines ont également été optimisées sur cette symétrie. Il nous paraît raisonnable de
voir ici une nouvelle conĄrmation de lŠintérêt des outils dŠapprentissage automatique, et
des précisions accessibles à travers eux. Une dernière caractéristique mitige néanmoins
ce constat, puisquŠon voit que pour les méthodes purement numériques (NNP et GAP),
une Ćexibilité non-bridée est à double-tranchant. On est en mesure de mieux représenter
les modes acoustiques, puisque ces approches purement paramétriques sont affranchies de
termes électroniques comme ceux de DFTB. Cette trop grande souplesse autorise néan-
moins des comportements aberrants, comme observé avec NNP et GAP pour les cristaux
β-Sn, cubique et monoclinique (Ągures annexes E.2a, E.2b et E.2e).

8.1.4 Défauts ponctuels du Silicium diamant

EnĄn, intéressons nous aux énergies de formation de quelques défauts ponctuels appa-
raissant dans le Silicium diamant. Les cristaux sont des systèmes périodiques, se répétant
à lŠinĄni dans les trois directions de lŠespace ; un défaut est simplement lŠinterruption
localisée de cette symétrie. Cette rupture peut se faire le long dŠune ligne de dislocation
(on parle de défaut linéaire), sur un plan (comme dans le cas de joints de grain ou de
défauts dŠempilement - on parle de défaut planaire), ou même apparaître à lŠéchelle de
volumes (par exemple dans le cas de surfaces ou de matériaux poreux). Le dernier cas,
celui étudié ici, est le cas de défauts ponctuels où la symétrie inĄnie nŠest brisée quŠen un
unique point du cristal. Nous nous concentrons sur deux cas de Ągure courants : le cas de
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lacunes, où un atome manque et laisse un site vide, et celui dŠinterstitiels, où un atome
sŠinsère dans un espace entre les nœuds du réseau.

La base de données dŠapprentissage de notre outil (NN-Erep) ne contient aucune conĄ-
guration de la sorte, et mesurer lŠécart dŠénergie induit par un défaut constitue une éva-
luation pertinente de la transférabilité du réseau de neurones à des conĄgurations suppo-
sément inconnues. La première classe de défaut étudiée est une simple lacune, cŠest-à-dire
que lŠon retire un atome de Silicium au sein de la maille diamant. Les autres sont des
interstitiels, respecivement tétrahédrique (Ągure 8.5a) et hexagonal (Ągure 8.5b), où un
atome de Silicium supplémentaire se loge entre les atomes déjà présents.

(a) Défaut interstitiel tétrahédrique dans la
maille de Silicium diamant.

(b) Défaut interstitiel hexagonal dans la
maille de Silicium diamant.

Figure 8.5 Ű Défauts interstitiels tétrahédrique et hexagonal du Silicium diamant.

Pour chacun des cas étudiés, on part dŠune conĄguration large (Natomes = 216) aĄn
de pouvoir considérer le défaut comme ponctuel. Cette taille nous paraît raisonnable
car elle est en accord celles employées dans la littérature [74, 104]. On ajoute ou retire
ensuite un atome de manière à générer localement la conĄguration souhaitée. On souhaite
connaître lŠécart de stabilité entraîné par cette modiĄcation : on relaxe donc la géométrie
du système, sans modiĄer les paramètres de maille. Ce choix trouve deux motivations ;
la première, assez pragmatique, réside dans lŠincapacité présente de notre méthodologie
(DFTB+ avec NN-Erep) à relaxer ces paramètres ; la seconde trouve une explication plus
fondamentale : on veut étudier lŠimpact de défauts très localisés sur un cristal inĄni.
Toutefois, la boîte de simulation est nécessairement Ąnie, et les différentes méthodes
pallient cet écueil en la créant des images périodiques artiĄcielles à lŠinĄni. Dès lors,
relaxer les vecteurs de la boîte équivaut à renforcer la modiĄcation causée à lŠinĄni par
le défaut. Il semble donc important de Ąger ces paramètres de maille, pour minimiser
lŠimpact aux très longues portées dŠun défaut ponctuel. Cela nous permet en somme
de nous concentrer sur une relaxation localisée autour de la perturbation. On calcule
Ąnalement lŠénergie de formation du défaut en prenant comme référence lŠénergie dŠun
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atome au sein du cristal parfait [104Ű106], telle que :

Edéfaut
formation = Edéfaut

totale −Natomes × Ediamant parfait
atome

Ici, Edéfaut
totale est lŠénergie totale de la boîte de simulation contenant le défaut après

relaxation, Ediamant parfait
atome est lŠénergie par atome du Silicium diamant non perturbé. Pour

obtenir ces valeurs, différentes pour chaque méthode étudiée, on part dŠune cellule unitaire
de diamant parfait optimisée par VASP (paramètre de maille de 5.47Å), et on relaxe les
positions des atomes avec les différents potentiels. EnĄn, Natomes vaut respectivement
216−1 = 215 ou 216+1 = 217 atomes selon le type de défaut considéré. Les résultats du
calcul de cette énergie de formation avec VASP, les potentiels répulsifs de paire (splines),
de type réseau de neurones (NN-Erep), et pour les deux potentiels purement paramétriques
(NNP et GAP) sont donnés pour chacun de ces défauts dans la Ągure 8.6.

Figure 8.6 Ű Comparaison des énergies de formation de défauts ponctuels.

Indépendamment du potentiel répulsif, on note que DFTB (splines et NN-Erep) tend
à surévaluer globalement lŠénergie de formation des défauts. Il est donc plausible que la
grandeur étudiée soit dominée par les contributions électroniques à lŠénergie totale DFTB.
Néanmoins, on note que lŠemploi de tel ou tel potentiel répulsif modiĄe sensiblement les
valeurs obtenues.
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Pour les lacunes, cette surévaluation est légèrement moins marquée dans le cas des
splines. Ce défaut est de loin le plus stable des trois avec DFTB pour les deux potentiels
répulsifs, ce qui montre un désaccord avec VASP ; on devine une tendance à préférer les
systèmes peu coordinés inhérente au formalisme semi-empirique que le réseau de neurones
ne semble aucunement corriger.

En portant notre attention sur les interstitiels, la surévaluation globale des énergies
de formation par DFTB est encore plus marquée, quelle que soit lŠinteraction répulsive.
Une différence de taille est néanmoins à souligner, puisque les deux potentiels répulsifs
montrent un désaccord sur lŠinterstitiel le plus stable. Le potentiel de type splines favorise
de très peu lŠinterstitiel tétrahédrique, avec un écart dŠénergie de formation de 0.041 eV
par rapport à lŠinterstitiel hexagonal. Ce dernier est en revanche largement plus stable
que son homologue dŠaprès NN-Erep (écart dŠénergie de 0.256 eV) ; ce résultat sŠaccorde
avec VASP, où lŠécart dŠénergie est très similaire (0.233 eV).

La valeur absolue des énergies de formations de défauts ponctuels est donc très sures-
timée avec DFTB, qui pénalise dŠautant plus les systèmes très coordinés. Pour ceux-ci, le
potentiel numérique NN-Erep sŠavère au Ąnal préférable aux interactions de paires, sans
pour autant corriger intégralement les diverses mésestimations de la méthode. LŠamé-
lioration de précision pour les interstitiels peut se justiĄer partiellement par la prise en
compte de systèmes hautement coordinés dans le jeu de données dŠapprentissage du ré-
seau de neurones : le cristal β-Sn forme 6 liaisons, et de telles conĄgurations apparaissent
aussi localement au sein des systèmes désordonnés. En principe, ces derniers présentent
également des atomes formant moins de 4 liaisons, mais ce phénomène est de toute évi-
dence trop peu présent pour être assimilé : il serait donc intéressant dŠétoffer nos données
de référence avec diverses lacunes cristallines.

Par ailleurs, les potentiels purement numériques (NNP et GAP) prédisent des éner-
gies de formation globalement comparables à VASP. En lŠétat, de telles conĄgurations
sont connues des potentiels, puisquŠune quantité variable de défauts cristallins Ągurent
au sein de leurs jeux dŠapprentissage respectifs. Dans le cas de NNP, le jeu dŠapprentis-
sage contient uniquement des lacunes ; il est dès lors curieux de remarquer quŠil sŠagit
du défaut que ce potentiel reproduit le moins Ądèlement. En particulier, la stabilité de
lŠinterstitiel tétrahédrique est pour NNP presque identique à la référence VASP ; lŠerreur
est sensiblement plus notable pour lŠinterstitiel hexagonal. Au Ąnal, la stabilité globale
de ces trois défauts avec NNP est en désaccord avec la méthode premier principe : lŠordre
prédit est le même que pour notre approche NN-Erep.

Dans le cas de GAP, le jeu de référence contient une liste très importante de dé-
fauts cristallins, parmi lesquels Ągurent les lacunes et interstitiels étudiés. Cela se traduit
effectivement dans cette Ągure, puisque les énergies de formation prédites sŠapprochent
beaucoup de la référence VASP, et que la stabilité relative est celle attendue.

Pour résumer, les splines semblent être les moins à même de décrire efficacement
les défauts ponctuels étudiés. On observe une amélioration sensible apportée par nos
outils (NN-Erep), notamment marquée pour les interstitiels ; ce phénomène est néanmoins
insuffisant, et les deux approches purement numériques surclassent DFTB. Le potentiel
NNP est le moins bon des deux - ce qui sŠexplique partiellement par la teneur plus modeste
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en défauts de son jeu dŠapprentissage. De son côté, GAP excelle sur cette propriété
particulière pour laquelle une forte emphase est mise dans son jeu données de référence.

Ces quelques résultats semblent indiquer une plus grande capacité prédictive pour
le potentiel répulsif de type réseau de neurones (NN-Erep) lorsque lŠon sŠintéresse aux
cristaux. Les écarts en énergies sont relativement similaires aux splines et surclassent
NNP et GAP (Ąg. 8.1) ; lŠétude comparative des courbes énergie vs. volume (Ąg. 8.2) et
des densités dŠétats vibrationnels (Ąg. 8.4) renforce cette affirmation ; enĄn les énergies
de formation de défauts ponctuels sont mieux décrites que pour les splines mais moins
bien que pour NNP et GAP (Ąg. 8.6). Au global, notre outil montre des énergies et des
forces interatomiques prédites plus proches de la méthode de référence que les splines et
les approches purement numériques.

Notons que la meilleure prédiction du potentiel répulsif de type réseau de neurones sur
les splines pour la reproduction des propriétés du Silicium diamant est intéressante : le
potentiel de paire nŠest optimisé ńqueż sur ce cristal et sur une phase cubique simple, alors
quŠune beaucoup plus grande variété de systèmes apparaissent dans le jeu de données
dŠapprentissage construit lors de cette thèse. Ceci semble conĄrmer que le réseau de
neurones est plus à même de supporter une complexité accrue et que la perte de précision
associée est plus faible que pour les splines. Le potentiel de paire est tout de même
pertinent sur bon nombre de systèmes, sans être optimisé explicitement pour cela. Même
sŠil nŠest de toute évidence pas aussi précis que son équivalent numérique sur les exemples
observés jusquŠà maintenant, sa robustesse est notable.

8.2 Nano-clusters de Silicium pur

Nous nous intéressons ici à la qualité de représentation des nano-clusters de Silicium
pur compris entre Si14 et Si77. Les géométries étudiées proviennent de [90] ; ce sont les
mêmes utilisées pour générer le jeu de données dŠapprentissage présenté précédemment
(voir 7.1).

8.2.1 Accord global avec VASP dans la prédiction des conĄgu-
rations stables

Une première métrique intéressante consiste à évaluer la capacité des potentiels répul-
sifs à prédire le bon minimum pour une taille de nano-cluster donnée parmi plusieurs can-
didats. En effet, la recherche de structures de référence pour les systèmes non-périodiques
est un processus long et assez coûteux : on génère avec plus ou moins dŠintuition des conĄ-
gurations, dont il faut évaluer et comparer la stabilité relative. Pour des objets isolés dans
lŠespace, le nombre dŠagencements atomiques possibles est colossal, et il sŠavère souvent
trop coûteux de mener une recherche exhaustive basée sur des méthodes premier principe
telles que DFT. Une approche courante est dŠeffectuer une pré-sélection grossière avec
des outils moins coûteux numériquement, tels que DFTB par exemple. Dans ce contexte,
il est aisé dŠimaginer comment la précision de lŠoutil en question est déterminante : plus
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celui-ci est Ąable, plus la sélection appliquée peut-être agressive. Ceci permet de tester
un plus grand nombre de candidats, améliorant dŠautant la probabilité dŠidentiĄer la
conĄguration la plus stable.

Dès lors, lŠidée est la suivante : pour chaque taille de clusters on détermine - de
différentes manières - le candidat le plus stable avec VASP parmi plusieurs conĄgurations
(entre 18 et 50 selon le cas). On effectue un calcul analogue avec DFTB (en employant
les splines ou nos outils NN-Erep) et avec des potentiels purement numériques (NNP et
GAP), puis on évalue la concordance avec VASP.

Les géométries de nano-clusters sont, dans le cas de [90], des conĄgurations obtenues
par un algorithme évolutionniste (USPEX) [107,108] interfacé à DFTB+ pour lŠévaluation
de leur énergie, sélectionnées parmi les plus stables pour chaque taille de cluster et dont
la géométrie est optimisée par un autre code DFT, FHI-aims [109]. Ce code, très adapté
aux systèmes isolés, tient compte explicitement de tous les électrons du système, et les
calculs sont réalisés avec la fonctionnelle GGA-PBE ; par ailleurs, les fonctions de base ne
sont pas des ondes planes (comme dans le cas de VASP) mais des orbitales numériques
centrées sur les atomes.

Dans le cas des travaux de cette thèse, nous cherchons à comparer la précision de
notre approche vis-à-vis de VASP. En conséquence, le jeu dŠapprentissage de notre outil
NN-Erep contient ces mêmes conĄgurations dont la géométrie a été réoptimisée par VASP.
Ce sont vis-à-vis de celles-ci que se font toutes les comparaisons présentées dans la suite
de cette section.

Figure 8.7 Ű Comparaison des accords avec
DFT dans la prédiction des minima dŠéner-
gie de conĄgurations de nano-clusters opti-
misées par VASP.

Dans un premier temps, on effectue un
calcul statique avec les quatre méthodes
étudiées (splines, NN-Erep, NNP et GAP)
sur les géométries de clusters optimisées
avec VASP aĄn de déterminer leur fa-
culté à sŠaccorder à la méthode de réfé-
rence. On reporte pour cela la proportion
de concordances exactes dans les minima
prédits (Pmin), et celle des cas où le cluster
de plus basse énergie DFT est parmi les
dix plus stables dŠaprès chaque méthode
(Ptop10). On observe dans ce cas que le po-
tentiel développé lors de nos travaux (NN-
Erep) est sensiblement plus performant que
les splines et sŠaccorde globalement mieux
avec VASP.

Pour les approches purement numé-
riques (NNP et GAP), ne comprenant au-
cun système non périodique dans leur jeu

de données dŠapprentissage, on observe dŠune part que la concordance exacte avec VASP
est plutôt rare, alors que dans le même temps la présence du minimum VASP parmi les 10
conĄgurations prédites comme les plus stables est notoire - même meilleure que pour les
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splines. Il semble donc, dŠaprès leur Ptop10 élevé, que les potentiels numériques (NN-Erep,
NNP et GAP) identiĄent efficacement des groupes de conĄgurations dont les propriétés
structurelles sont importantes pour la stabilité : par exemple la coordinence moyenne ou
le nombre dŠatomes dont lŠenvironnement est quasi-cristallin, en fonction de la taille du
cluster. Néanmoins, pour NNP et GAP, la détermination du minimum effectif parmi ces
conĄgurations semble presque aléatoire (Pmin/Ptop10 ≳ 10%). Ceci laisse deviner que la
discrimination entre ces candidats pour les minima est relativement mauvaise.

JusquŠici, les indicateurs tendent à montrer que le potentiel répulsif de type réseau
de neurones prédit assez bien les énergies des clusters étudiés. Intéressons nous ensuite
à la qualité de représentation des forces interatomiques dans ces systèmes isolés. Pour
cela, la démarche est la même que précédemment, mais à la place de calculs statiques
on performe une optimisation de géométrie avec chaque outil (splines, NN-Erep, NNP et
GAP) avant de comparer les concordances Pmin et Ptop10 avec VASP.

Figure 8.8 Ű Comparaison des accords avec
DFT dans lŠoptimisation et la prédiction des
minima dŠénergie.

On présente les résultats dŠune telle dé-
marche dans la Ągure 8.8. La différence
avec les résultats précédents est assez frap-
pante : tout dŠabord, les approches pu-
rement numériques (NNP et GAP) per-
forment de manière médiocre. Par ailleurs,
les splines sont meilleures que leur ho-
mologue numérique (NN-Erep). En optimi-
sant la géométrie des clusters avec le po-
tentiel répulsif de paire, les conĄgurations
de plus basses énergies semblent coïncider
fréquemment avec celles obtenues par la
même procédé avec VASP.

À lŠinverse, les résultats pour notre ap-
proche sont plus mitigés : au global, la
conĄguration de plus faible énergie coïn-
cide perceptiblement moins souvent avec
celle de VASP (PNN-Erep

min < P splines
min ), et les

dix meilleures géométries prédites par taille incluent également moins souvent la conĄgu-
ration la plus stable (PNN-Erep

top10 < P splines
top10 ).

Le processus dŠoptimisation de géométrie - faisant intervenir les forces interatomiques
- semble aider grandement le potentiel répulsif de paire à converger vers les données de
référence, et pénaliser dans le même temps le réseau de neurones NN-Erep. Par ailleurs,
il est important de souligner la plus grosse lacune de notre outil sur les systèmes isolés :
il nŠest pas toujours possible de converger vers une géométrie. À lŠinverse des potentiels
de paire convexes, convergeant par déĄnition toujours quel que soit le système, rien ne
contraint le potentiel numérique à présenter pour lŠintégralité des conĄgurations un mini-
mum dŠénergie aisément accessible dans son paysage dŠénergie potentielle. Cela se traduit
en pratique par des forces assez élevées, et le processus dŠoptimisation de géométrie est
globalement moins robuste, nécessite bien plus dŠitérations et peut ne pas aboutir.
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Pour sŠen convaincre, jetons un œil à la Ągure 8.9 ; celle-ci rend compte du processus
dŠoptimisation de la géométrie de deux nano-clusters constitués de 14 atomes. Nous mon-
trons les résultats pour ceux-ci car notre potentiel répulsif NN -Erep parvient à optimiser
la géométrie du premier (appelé Si14 n°1) mais échoue pour le second (appelé Si14 n°2).
En revanche, les splines optimisent ces deux géométries sans problème. Avant de pré-
senter les résultats en eux-même, déĄnissons précisément les termes employés. LŠobjectif
dŠune optimisation de géométrie est dŠatteindre des positions pour lesquelles les forces
interatomiques sont les plus faibles possibles, et lŠénergie totale (Etot dans la Ągure) est
alors en principe dans un minimum local.

Avec DFTB+, le processus sŠeffectue usuellement en sŠassurant quŠaucune compo-
sante des forces (dans chaque direction de lŠespace) nŠexcède une valeur seuil ; dès lors
que cette composante maximale, nommée Fmax dans la Ągure, est inférieure à une va-
leur seuil Ąxée par lŠutilisateur, on arrête lŠoptimisation. LŠoptimisation présentée dans
la Ągure emploie lŠalgorithme du gradient conjugué [110] (mot-clé Driver = Conjugate-
Gradient dans les Ąchiers dŠentrée de DFTB+). Dans le cas des splines, on Ąxe la valeur
de Fmax = 1 · 10−4 unités atomiques, soit environ 0.005 eV/Å (mot-clé MaxForceCom-
ponent). Comme la convergence est plus ardue pour NN-Erep, on double la valeur de ce
seuil (Fmax = 2 · 10−4 a.u. ≈ 0.01 eV/Å) ; on diminue également lŠamplitude des mo-
diĄcations appliquées par lŠalgorithme (mot-clé MaxAtomStep= 0.0005) pour faciliter la
convergence, au prix dŠune optimisation plus longue.

Figure 8.9 Ű Évolution des énergies et des forces pour lŠoptimisation des géométries de
deux nano-clusters Si14.

Pour les splines, la Ągure conĄrme que lŠoptimisation de géométrie est très aisée,
et les deux géométries convergent sans aucun problème après une bonne vingtaine de
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pas. Le constat est tout autre avec le potentiel répulsif de type réseau de neurones.
Dans un cas (Si14 n°2), on rencontre tout simplement un plateau, où la force maximale
vaut environ 0.02 eV/Å, que lŠalgorithme ne parvient pas à outrepasser avant le nombre
maximal dŠitérations. Dans lŠautre cas (Si14 n°1), on parvient à converger après environ
800 itérations, mais de manière assez insatisfaisante. En effet, on transite par un premier
minimum dŠénergie autour de 300 pas, mais le système présente au moins une force
interatomique trop élevée pour pouvoir considérer la géométrie comme stable. Après
plusieurs autres centaines de pas, la composante maximale des forces Fmax atteint enĄn
la valeur cible ; les forces sont suffisamment petites, mais lŠénergie totale nŠest de toute
évidence pas minimale. Aucune des situations rencontrées ne correspond donc à une
géométrie stable.

Ces données appuient le constat effectué précédemment : le réseau de neurones NN-
Erep décrit plutôt mal le paysage énergétique des nano-clusters de Silicium pur. Celui-ci
semble peu régulier, lŠoptimisation de géométrie ne permet pas systématiquement dŠiden-
tiĄer des conĄgurations dŠénergie minimale.

En pratique, cette difficulté ne sŠobserve que pour les systèmes pour lesquels le réseau
représente mal les forces ; on ne le relève pas pour les cristaux, mais ce phénomène est très
présent pour les nano-clusters. La mauvaise estimation des forces interatomiques semble
indiquer que les énergies répulsives retournées varient relativement fortement en réponse
à des changements minimes de conĄgurations. Ainsi, on devine que la surface dŠénergie
potentielle du réseau de neurones est accidentée dans la région des nano-clusters, et nous
nŠavons pas de raison dŠassumer quŠil en va différemment pour les autres objets isolés. En
conséquence, et bien quŠune itération soit aussi coûteuse numériquement indépendam-
ment du potentiel répulsif utilisé (voir annexe C.2), le processus est globalement plus
long avec les réseaux de neurones et semble moins Ąable quŠavec le potentiel de paire.

Remarque : les paramètres de la partie électronique de DFTB sont rigoureusement
identiques dans le cas des splines et de nos outils NN-Erep. Il semble donc raisonnable
dŠaffirmer que ce sont les forces répulsives FNN

rep qui sont responsables des erreurs observées.
Il est aussi possible que ces forces surestimées dans le cas du potentiel répulsif numérique
amènent la géométrie du système dans des régions du paysage dŠénergie potentielle où
les contributions électroniques à lŠénergie DFTB (EBS et Ecoul) sont en défaut et peinent
également à converger. Que la réalité tienne de lŠune ou lŠautre de ces raisons, ou même
dŠune combinaison des deux, il sŠagit dŠun phénomène indétecté pour les splines : il est
donc clair que nos outils sont en cause, dŠune manière ou dŠune autre.

8.2.2 Prédiction de la compacité des nano-clusters

EnĄn, on peut également sŠinterroger sur les caractéristiques structurelles prédites par
les différents outils investigués. Un bon candidat pour cela est le rayon de giration rg des
clusters les plus stables de chaque taille.

r2
g =

1

Natomes

Natomes
∑

i=1

(ri − r̄)2 .
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Cette grandeur est directement liée à la compacité du nano-cluster, et présente dans
le cas du Silicium une propriété intéressante : entre Natomes = 26 et Natomes = 27, ce
rayon chute fortement et indique un réarrangement fondamental de géométrie [111]. Pour
les petits clusters, beaucoup dŠatomes sont en surface ; à partir de Natomes = 27, ce com-
portement devient instable et les clusters se reconĄgurent vers une forme plus compacte
au cœur quasi-cristallin. Ce phénomène sŠaccompagne dŠun profond changement dans
les propriétés optiques, géométriques et électroniques : le rayon de giration est donc un
indicateur structurel pertinent.

On compare dans la Ągure 8.10 les Rg des minima de chaque taille de clusters optimisés
respectivement avec VASP, les différents potentiels répulsifs DFTB (splines et NN-Erep)
et les potentiels purement paramétriques (NNP et GAP).

Figure 8.10 Ű Rayons de giration des nano-clusters de Silicium.

De toutes les approches représentées, les splines sont une nouvelle fois les plus Ąables :
exception faite dŠune erreur sensible pour Natomes = 14 et dŠune transition légèrement
amortie pour Natomes ∈ [26, 28], les rayons de giration prédits sont très globalement
comparables à la référence VASP. Il est néanmoins intéressant de noter pour plus tard
leur tendance à surestimer, légèrement mais de manière consistante, rg pour une majorité
de tailles de clusters.

Après le potentiel répulsif de paire, il semble que GAP soit le deuxième plus précis.
Les seules erreurs signiĄcatives effectuées sont dans la région proche de la transition
conĄgurationnelle (Natomes ∈ [25, 28]), et ne sont pas trop préoccupantes. Les Ćuctuations
par rapport à la référence sont légèrement plus marquées que pour les splines, mais restent
acceptables. On peut partiellement attribuer cette bonne représentation des propriétés
structurelles à la présence de nombreuses surfaces au sein des données de référence utilisées
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pour optimiser les paramètres de ce potentiel.

Les deux potentiels employant des réseaux de neurones (NNP et NN-Erep) sont de loin
les moins robustes, même si NNP semble être le seul potentiel parvenant à rendre compte
de la transition à Natomes = 27. On observe avec ces deux approches des Ćuctuations
importantes, plus marquées avec notre outil mais bien plus fréquentes pour NNP 5. En
particulier, le potentiel répulsif numérique NN-Erep effectue une erreur très importante
pour Natomes = 30, qui sŠaccompagne de quelques erreurs moins marquées mais aussi de
nombreux accords parfaits avec VASP. Notre approche semble donc avoir extrait quelques
caractéristiques des nano-clusters de la base de données dŠapprentissage, mais de manière
trop variable pour que lŠon puisse la considérer comme Ąable ou même robuste.

Portons désormais notre attention spéciĄquement sur les rayons obtenus avec les po-
tentiels répulsifs (splines et NN-Erep), et plus particulièrement sur le cas Natomes = 30.
LŠerreur marquée commise par le potentiel répulsif de type réseau de neurones est par
ailleurs consistante sur lŠintégralité des potentiels répulsifs de type réseaux de neurones
entraînés avec le même jeu de référence ; cette lacune semble intrinsèquement liée au jeu
de données dŠapprentissage. On présente dans la Ągure 8.11 lŠénergie répulsive par atome
pour deux conĄgurations de Si30 : une première, compacte, que VASP et les splines pré-
disent comme la plus stable, et une autre structure allongée à laquelle le potentiel NN-Erep

attribue ce qualiĄcatif.

On remarque dŠune part que le réseau de neurones NN-Erep prédit des énergies ré-
pulsives globalement plus élevées que le potentiel de paire. Les énergies répulsives de
référence utilisées pour entraîner le réseau de neurones sont dŠune amplitude similaire -
8.56 eV pour le nano-cluster compact et 12.83 eV pour lŠautre. Cet ordre de grandeur
nŠest donc pas un problème en soi, mais les valeurs exactes retournées par le réseau de
neurones sont erronées.

Pour comprendre ce phénomène plus en détail, portons notre intérêt sur lŠénergie
répulsive par atome prédite par les deux potentiels répulsifs étudiés. Pour le nano-cluster
compact, le réseau attribue (Fig. 8.11a) une forte énergie répulsive aux atomes placés
en surface et retourne des valeurs bien plus modérées pour les atomes de cœur, dont
lŠenvironnement atomique est similaire à celui dŠune phase condensée. En raison de leur
forme de paire, les splines prédisent (Fig. 8.11b) une énergie répulsive relativement faible
aux atomes de surface ; cela sŠeffectue en éloignant les atomes du centre de masse du
cluster, ce que conĄrme la Ągure 8.10 pour laquelle on remarque une tendance à sous-
évaluer légèrement la compacité des clusters.

La surestimation par le réseau NN-Erep de lŠénergie répulsive des atomes placés en
surface se poursuit pour le nano-cluster Si30 allongé (Fig. 8.11c) ; ceux-ci ci sont en re-
vanche moins fréquents que pour le nano-cluster compact, et lŠénergie répulsive globale
prédite est en conséquence plus faible. Les atomes dont lŠenvironnement semble quasi-
ment cristallin - principalement autour du centre du cluster - voient leurs contributions à
lŠénergie répulsive être relativement faibles. Là encore, le phénomène inverse est observé

5. Dans le cas du potentiel NNP, la présence de quelques surfaces au sein du jeu de données dŠappren-
tissage ne semble pas suffisante pour permettre une bonne représentation des propriétés structurelles (à
lŠinverse de GAP).

123



(a) Prédiction du réseau de neurones NN-Erep

pour un nano-cluster Si30 compact, dŠénergie
répulsive totale Etot

rep = 9.103 eV.

(b) Prédiction des splines pour un nano-
cluster Si30 compact, dŠénergie répulsive to-
tale Etot

rep = 0.180 eV.

(c) Prédiction du réseau de neurones NN-Erep

pour un nano-cluster Si30 allongé, dŠénergie
répulsive totale Etot

rep = 7.841 eV.

(d) Prédiction des splines pour un nano-
cluster Si30 allongé, dŠénergie répulsive totale
Etot

rep = 0.098 eV.

Figure 8.11 Ű Énergies répulsives par atome calculées pour plusieurs nano-clusters Si30.

avec les splines (Fig. 8.11d), qui attribuent des contributions importantes à ces mêmes
atomes alors que lŠimpact de ceux placés en surface sur lŠénergie répulsive est quasiment
nul.

Pour résumer, lŠerreur forte observée dans la Ągure 8.10 pour le rayon de giration du
cluster Si30 de plus basse énergie nŠest pas liée à une explosion du nano-cluster, mais bien
au choix dŠun mauvais candidat par le réseau de neurones NN-Erep. Celui-ci privilégie
fortement les conĄgurations présentant des environnements condensés, dans le sens où un
plus grand nombre dŠatome est partiellement entouré dans des directions plus variées de
lŠespace ; nous sommes ici face à un cas curieux ou un plus grand nombre dŠenvironnement
condensés nŠest pas directement lié à une plus grande compacité. Il semble en revanche que
cette tendance soit indépendante de la coordinence effective des atomes, et le potentiel
numérique montre une préférence pour les atomes entourés dans chaque direction de
lŠespace ; on peut supposer une possible importance des contributions angulaires à la
description des environnements atomiques.

La représentation des autres tailles de nano-clusters est plus satisfaisante : on note çà
et là des Ćuctuations légèrement trop fortes rendant le potentiel de paire plus Ąable, mais
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une majorité des rayons prédits par le potentiel répulsif de type réseau de neurones sont
très proches des valeurs de référence, et sont même fréquemment identiques. Le rayon
dŠinĆexion à Natomes = 27 nŠest pas mieux reproduit que pour les splines ; il est également
amorti entre Natomes = 26 et Natomes = 28. Globalement, le réseau tend à privilégier les
conĄgurations pour lesquelles un maximum dŠatomes ont un environnement proche de
ceux observés dans les phases condensées. Ainsi, lorsque la taille des clusters augmente,
et que lŠimportance des effets de surface sŠamoindrit au proĄt dŠune structure de cœur
cristalline, le réseau devient plus Ąable et semble même souvent surclasser le potentiel de
paire.

DŠun point de vue plus global, la représentation des systèmes non-périodiques semble
hors de portée des trois approches par apprentissage automatique étudiées dans cette
section (DFTB+NN-Erep, NNP ou GAP). Ces outils se basent sur une description de
lŠenvironnement atomique local très efficaces pour les systèmes périodiques, mais mon-
trant des preuves dŠinsuffisances marquées pour les systèmes isolés : mauvaise discrimi-
nation énergétique (Ągures 8.7 et 8.8) pour NNP et GAP, inefficacité numérique dans
lŠoptimisation de géométries (Ągure 8.9) pour les trois potentiels 6 ou encore prédiction
structurelle fragile (Ągure 8.10) pour NNP et NN-Erep.

On pourrait espérer combler partiellement cette lacune en sŠorientant vers une des-
cription de lŠenvironnement atomiques plus adaptée (au risque de réduire notre précision
pour les systèmes condensés), ou encore en introduisant plus de surfaces au sein du jeu
de données dŠapprentissage de notre outil : dans les cas de NNP et GAP, lŠentraînement
sur ce genre de système semble aider à améliorer les rayons de giration prédits. LŠappari-
tion de surfaces sŠaccompagne de comportements très variés (un atome de cœur est très
différent dŠun atome de surface), et notre construction ne nous permet de toute évidence
pas dŠen tenir complètement compte. Dans lŠidéal, des données énergétiques à lŠéchelle
de chaque atome - pour lŠinstant inaccessibles - pourraient aider cette discrimination, là
où lŠutilisation conjointe dŠénergies répulsives de boites (informations non locales) et de
forces atomiques répulsives (locales) est manifestement insuffisante.

Au Ąnal, le potentiel répulsif de type splines reste donc très largement préférable à
tous les autres pour sa reproduction très acceptable des propriétés énergétiques et struc-
turelles des nano-clusters étudiés ici. Au-delà de ces résultats spéciĄques, cŠest surtout la
robustesse et la Ąabilité des splines, convergeant toujours rapidement vers un minimum
dŠénergie, qui leur offre un rôle de choix pour les applications concentrées sur des systèmes
isolés au sens large.

8.3 Systèmes désordonnés de Silicium pur

Étudions enĄn la capacité de nos outils à rendre compte du comportement de phases
désordonnées du Silicium pur. On sŠintéresse pour cela aux liquides mais également à

6. LŠefficacité numérique et la difficulté à converger les géométries de clusters nŠont été présentées
que pour notre approche NN-Erep, car il sŠagit du point focal des présents travaux, mais on observe des
difficultés très analogues - et parfois même plus marquées - pour NNP et GAP.
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quelques amorphes métastables 7.

8.3.1 Silicium liquide

Portons dans un premier temps notre attention sur la représentation des liquides. La
distribution des distances au sein du système est en général une grandeur pertinente :
plus la température augmente, plus les atomes sont mobiles et un désordre caractéristique
apparaît. Dès lors, on sŠassure (Ąg. 8.12) que les différents potentiels répulsifs reproduisent
correctement le désordre prédit par VASP. Le liquide étudié est le même dans chacun
des cas : 128 atomes dans la boîte de simulation, obtenue à partir dŠune conĄguration
initiale de Silicium diamant chauffée à T = 3000 K pendant 30 ps avec VASP. À partir de
cette même conĄguration initiale, on effectue avec toutes les méthodes étudiées (VASP,
splines, NN-Erep, NNP et GAP) une dynamique moléculaire pour quatre températures
différentes : T = 2000 K, T = 2500 K, T = 3000 K et T = 3500 K. On choisit de
sŠintéresser à des températures jusquŠà T = 3500 K pour étudier le comportement sur des
plages de températures inconnues de notre outil NN-Erep, dont la température maximale
présente au sein du jeu dŠapprentissage est T = 3000 K.

Chacune de ces dynamiques moléculaires sŠeffectue sur une durée variant en fonction
de la température ; cela est dû à quelques difficultés rencontrées avec DFTB+, pour
lequel il arrive que les calculs auto-consistants ne convergent pas pour des systèmes trop
désordonnés. On extrait de ces dynamiques moléculaires la fonction de distribution radiale
g(r). On nŠobserve pour aucun potentiel un rapprochement excessif dŠatomes (g(r) = 0
aux courtes distances) ; par souci de lisibilité, on démarre les tracés autour de r ≈ 2
Å. On reporte également, à titre indicatif, la fonction de distribution radiale obtenue
expérimentalement [112] pour du Silicium pur liquide à T = 1733 K.

Pour chaque température, on note dŠune part que les calculs présentés, indépendam-
ment de la méthode choisie, prédisent globalement une distance aux premiers voisins,
r ≈ 2.50 Å pour lequel g(r) est maximal, très similaire aux données expérimentales.
Cette distance est dŠailleurs consistante sur lŠintégralité de la plage de température étu-
diée. Il est aussi intéressant de noter que la distance aux premiers voisins est très proche
du rayon de coupure des splines, rsplines

cut = 2.54 Å ; lŠimpact du potentiel répulsif de paire
sur les distributions observées est sans doute minime.

Il est aussi apparent que VASP sous-estime lŠordre global au sein du liquide par rap-
port à lŠexpérience (pics moins marqués) - ce qui paraît cohérent à T = 2000 K au vu de
lŠécart signiĄcatif entre la température expérimentale et celles simulées. On observe en
revanche que DFTB, indépendamment du potentiel répulsif (splines et NN-Erep), sures-
time légèrement lŠordre du système. On peut raisonnablement supposer que lŠordre aux
longues distances (au-delà de 3 Å) est dominé par les contributions électroniques à lŠéner-
gie totale DFTB ; nos outils ne semblent pas en mesure de corriger complètement ceci,
même sŠils semblent atténuer légèrement lŠordre prédit à T ≤ 3000 K par rapport aux
splines.

7. Systèmes dans un minimum dŠénergie local, dŠapparence stable mais pouvant aisément se reconĄ-
gurer en cas de perturbation.
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(a) Données expérimentales issues de [112]. (b)

(c) (d)

Figure 8.12 Ű Fonctions de distribution radiale du Silicium liquide à différentes températures.

Si on compare les valeurs obtenues avec VASP, le potentiel répulsif numérique NN-
Erep fonctionne de manière satisfaisante pour les températures inférieures ou égales à la
température du jeu de données de référence (T ≤ 3000 K, Ąg. 8.12a - 8.12c). Il semble
même surclasser imperceptiblement les splines sur cette plage de températures, en ordon-
nant légèrement moins les liquides (pics moins marqués) ; lŠécart entre les deux potentiels
répulsifs est néanmoins trop faible pour être signiĄcatif. En revanche, pour une tempéra-
ture supérieure aux données de référence (T = 3500 K, 8.12d), on remarque que le réseau
tend à sur-ordonner le liquide : le pic de premiers voisins est sensiblement plus haut et
moins large que la référence, et on observe des Ćuctuations non-physiques notamment
autour du rayon de coupure rcut = 3 Å.

De manière générale, plus la température est élevée et plus la probabilité dŠexplorer
des régions variées de lŠespace des conĄgurations est importante (voir 7.1.2, eq. (7.3)). Plus
simplement, il est probable en simulant un système suffisamment longtemps à une tem-
pérature donnée de voir apparaître localement toutes les conĄgurations caractéristiques

127



des températures inférieures. CŠest pour cela que lŠon génère usuellement des données
de référence à assez haute température lorsque lŠon veut optimiser un outil dŠappren-
tissage automatique. En revanche, la transférabilité aux températures plus élevées est
incertaine : ceci semble se conĄrmer partiellement ici. Le problème le plus gênant lorsque
lŠon extrapole à des températures inconnues est habituellement dŠobtenir des potentiels
inaptes à représenter efficacement les courtes distances et présentant pour celles-ci des
pics non-physiques. Dans notre cas, ce comportement semble convenablement prévenu par
lŠinclusion de systèmes comprenant de très faibles distances (courbes énergie vs. volume,
paire dŠatomes) dans le jeu de données dŠapprentissage 8.

Les approches purement numériques (NNP et GAP) sont quant à elles quasiment
identiques à la référence VASP pour lŠintégralité de la plage de températures étudiées.
NNP paraît légèrement plus précis que GAP pour T ≤ 2500 K, et la tendance sŠinverse
de peu pour les plus hautes températures. Ici, on tire pleinement parti de la Ćexibilité des
méthodes dŠapprentissage automatique en jeu, puisquŠelles sont complètement affranchies
des limitations apportées par les contributions électroniques observées dans le cas de
DFTB. La température maximale des données de référence de NNP (le double de la
température de fusion du Silicium, soit ∼ 3375 K) est assez proche de T = 3500 K, et la
bonne distribution observée pour ce potentiel nŠest pas surprenante. Le cas de GAP est
plus ardu à interpréter. Le potentiel a été testé, dŠaprès [74], seulement à une température
avoisinant T = 2000 K. La température exacte du jeu dŠapprentissage est inconnue, mais
est probablement bien supérieure à T = 2000 K au vu du très bon accord avec VASP
jusquŠà T = 3500 K.

Par construction, les réseaux de neurones sont à même de tenir compte des angles
formés par les triplets dŠatomes. AĄn dŠêtre péremptoire quand aux craintes légitimes
que cela soulève, il est important de sŠassurer que nos outils ne privilégient pas dŠangles
particuliers. On présente donc (Ąg. 8.13) la distribution angulaire 9 de liquides à différentes
températures obtenues avec chacune des méthodes (VASP, splines, NN-Erep, NNP et
GAP).

Ces fonctions de distribution angulaire sont issues des mêmes dynamiques moléculaires
que les fonctions de distribution radiale (Fig. 8.12), et lŠon réduit simplement le rayon de
coupure à 3 Å aĄn de ne considérer que les angles formés avec les premiers voisins.

Pour les températures les plus faibles (T ≤ 2500 K, Ąg. 8.13a 8.13b) on remarque que
lŠapproche employant le réseau de neurones NN-Erep surestime lŠimportance des angles
au-delà de π/2 par rapport à la référence VASP. Comme on observe également ce même
comportement en plus marqué pour les splines, la prise en compte explicite des angles
pour le réseau ne semble pas en cause. Les distances prises en compte pour déterminer la
distribution angulaire sont plutôt faibles (rcut = 3 Å) : il nŠest pas évident que ces gammes
de distances soient dominées par les contributions électroniques à lŠénergie DFTB. Même
en admettant que ce soit effectivement le cas, le potentiel répulsif numérique devrait être

8. Pour les calculs présentés dans ce chapitre, nous avons constamment vériĄé que le potentiel ad-hoc

de courte portée (voir 7.1.5) nŠintervenait pas ; les résultats observés sont donc liés uniquement à la
prédiction de NN-Erep.

9. Équivalent de la fonction de distribution radiale, où lŠon se concentre sur les angles plutôt que les
distances.
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(a) (b)

(c) (d)

Figure 8.13 Ű Fonctions de distribution angulaire du Silicium liquide à différentes tempéra-
tures.

en principe capable de corriger les erreurs à une portée aussi réduite. La seule correction
signiĄcative apportée est autour de π/4, angles assez typiques des atomes sur-coordinés
et pour lesquels la très forte sous-estimation de la distribution angulaire des splines est
corrigée par nos outils.

Cette amélioration est dŠautant plus visible pour les températures plus élevées (T ≥
3000 K, Ąg. 8.13c 8.13d). Dans ce domaine de température, notre outil reproduit assez
Ądèlement la distribution angulaire de référence, mieux que ne le fait le potentiel de
type splines. Ici, la transférabilité correcte aux températures élevées (T = 3500 K) est
surprenante : les angles tendent évidemment à sŠuniformiser à mesure que la température
- et donc le désordre - croît, et NN-Erep semble saisir et retranscrire ce phénomène. Cette
caractéristique sŠavère relativement ardue à expliquer car toutes les données incluant
des courtes distances typiques des hautes températures (énergies vs. volume et paire
dŠatomes) nŠincluent aucune variabilité angulaire. En conséquence, rien ne garantit dans
notre méthodologie de correctement reproduire les angles aux températures supérieures à
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T = 3000 K. Ainsi, toute approche similaire appliquée à dŠautres éléments chimiques ou
systèmes requiert une attention particulière dans le cas, assez marginal, où les prédictions
du potentiel aux très hautes températures sont capitales.

Par ailleurs, on note là encore de très bons résultats pour les potentiels purement
paramétriques (NNP et GAP). Tout comme dans le cas des fonctions de distribution
radiale, NNP semble légèrement plus précis que GAP à T ≤ 2500K, et cet écart sŠannule
à mesure quŠon augmente la température.

Globalement, le constat est le même pour les distributions radiales et angulaires :
dŠune part, aucune méthode investiguée ne produit de comportement aberrant ou non
physique. Il apparaît également que les outils dŠapprentissage automatique (NN-Erep,
NNP et GAP) sont plus à même de rendre compte des propriétés des liquides, grâce à leur
capacité à inclure facilement des systèmes désordonnés dans leurs jeux dŠapprentissages
respectifs. La précision est néanmoins moins marquée pour nos outils NN-Erep que pour les
deux autres approches purement paramétriques, car nous nous limitons aux interactions
à courte portée et sommes tributaires des limitations des contributions électroniques à
lŠénergie DFTB.

8.3.2 ConĄgurations amorphes

Présentons enĄn les tests effectués sur les systèmes amorphes. Soulignons quŠil nŠexiste
pas un silicium amorphe de référence. Ces systèmes sont désordonnés, métastables, et
leurs propriétés, en commençant par leur structure, peuvent dépendre de la technique uti-
lisée pour les produire (dépôt sur une surface, irradiation laser, par implantation ionique
dans un cristal, ...).

Néanmoins, la plupart des échantillons sont caractérisés par les propriétés suivantes :
une densité inférieure à celle du cristal (de lŠordre de quelques % par rapport à la densité
expérimentale du Silicium diamant, 2.33 g.cm−3), une coordinence inférieure à 4 [113,114],
un angle Si-Si-Si autour de 108◦ avec une déviation typique de ∼ 10◦(voir par exemple
[115]).

Les systèmes amorphes utilisés lors des présents travaux ont été construits ainsi :
nous disposions de conĄgurations obtenues après trempe rapide (chute de température
de 1011 K.s−1) dŠun liquide à haute température (T = 3500 K) modélisé par un potentiel
de Tersoff [116] pour des très grands systèmes (volume dŠenviron 9 nm3). Ces conĄgura-
tions après trempe sont évidemment trop grandes pour être étudiées avec une approche
premier principe type VASP, et lŠon en extrait des échantillons plus petits contenant
approximativement une centaine dŠatomes. On applique des conditions aux limites pério-
diques à chaque échantillon en éliminant les atomes trop proches (distances inférieures
à 2 Å). On relaxe ensuite les positions atomiques en effectuant des dynamiques molécu-
laires classiques à basse température (T = 300 K) pendant 10 ps. On obtient enĄn une
structure stable en minimisant la cellule et les positions atomiques avec VASP ; après
vériĄcation Ąnale, les pressions observées sont de lŠordre de quelques MPa.

En suivant cette procédure, on ne sŠattend pas à reproduire précisément les carac-
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téristiques du Silicium amorphe. Néanmoins, on dispose de plusieurs échantillons dŠun
amorphe en volume (ńbulk siliconż) contenant des défauts avec des coordinences ty-
piques allant de 3 à 6. LŠintroduction de ces systèmes dans la base de donnée permet de
diversiĄer les environnements atomiques en incluant des conĄgurations avec défauts.

Les structures des systèmes amorphes ainsi générés ont été ré-optimisées (en gardant
cette fois un volume constant) avec les différentes techniques en discussion. Les résultats
pour les trois systèmes amorphes contenant respectivement 93, 96 et 100 atomes (présents
dans les données dŠapprentissage de notre potentiel répulsif NN-Erep), ainsi que les résul-
tats pour un autre système amorphe avec 102 atomes (non inclus au jeu dŠapprentissage
de NN-Erep) sont rassemblés dans la table 8.1.

Taille VASP Splines NN-Erep NNP GAP Densité
[g.cm−3]

93 atomes 4.18 voisins 4.10 voisins 4.10 voisins 4.03 voisins 4.08 voisins 2.31
Angle moyen 106.9◦ 107.3◦ 107.0◦ 107.9◦ 106.9◦

Disp. angulaire 18.1◦ 17.1◦ 18.0◦ 16.2◦ 17.9◦

96 atomes 3.99 voisins 3.97 voisins 3.97 voisins 3.95 voisins 3.97 voisins 2.29
Angle moyen 107.1◦ 107.8◦ 107.3◦ 107.9◦ 107.9◦

Disp. angulaire 16.6◦ 15.4◦ 15.9◦ 16.0◦ 15.0◦

100 atomes 3.96 voisins 3.96 voisins 3.96 voisins 3.95 voisins 3.92 voisins 2.28
Angle moyen 108.1◦ 108.0◦ 108.1◦ 108.6◦ 108.5◦

Disp. angulaire 15.8◦ 15.8◦ 15.2◦ 14.2◦ 14.6◦

102 atomes 4.00 voisins 3.96 voisins 4.02 voisins 4.02 voisins 4.04 voisins 2.34
Angle moyen 107.7◦ 108.1◦ 107.5◦ 107.0◦ 107.9◦

Disp. angulaire 16.7◦ 16.0◦ 17.3◦ 18.4◦ 16.3◦

Table 8.1 Ű Caractéristiques structurelles des amorphes relaxés par chaque méthode.
Les coordinences et les distributions dŠangles sont calculées en tenant compte des voisins
jusquŠà 2.85 Å (position moyenne du premier minimum des distributions radiales).

On remarque des coordinences et des densités relativement proches de celles des sys-
tèmes expérimentaux, à part lŠamorphe à 93 atomes sur-coordiné pour chaque méthode,
et la dispersion autour de lŠangle moyen est nettement trop grande dans nos calculs. Ceci
traduit un excès de défauts dans nos échantillons par rapport à une structure compatible
avec les données expérimentales. Nous obtenons néanmoins avec toutes les méthodes
testées des structures stables proches de celles initialement fournies par le code VASP.

Les valeurs exactes prédites pour chacune de ces informations structurelles seraient
trop longues à détailler exhaustivement, mais soulignons quelques points semblant inté-
ressants. DŠune part, notre approche NN-Erep est très proche de la référence VASP pour
toutes les propriétés étudiées, même pour lŠamorphe à 102 atomes ; ce résultat est très en-
courageant, car il indique deux choses. La bonne reproduction des systèmes connus prouve
que notre outil est effectivement en mesure dŠapprendre et restituer des caractéristiques
précises pour des conĄgurations désordonnées connues. La bonne capacité de prédiction
pour un système proche mais néanmoins inconnu (102 atomes) permet aussi de supposer
une relative capacité de généralisation. En somme, notre outil est apte à reproduire les
propriétés structurelles de la méthode de référence, peut-être même imperceptiblement
mieux que les autres outils étudiés.

131



Du côté des approches purement numériques, on peut aussi noter prédictions struc-
turelles généralement satisfaisantes ; le fait que GAP ne soit pas plus précis que NNP est
toutefois assez surprenant, car le premier contient des amorphes dans son jeu de données
de référence, mais pas le second.

On sŠintéresse Ąnalement à la densité dŠétats vibrationnels de ces mêmes amorphes.
Pour ces systèmes désordonnés métastables, les propriétés vibrationnelles sont accessibles
expérimentalement [117] ; leur caractérisation par nos outils est donc importante, et four-
nit un point de comparaison intéressant. En partant des géométries optimisées, nous
trouvons que dans chaque cas une cellule 2 × 1 × 1 est suffisante pour décrire les vibra-
tions. On a donc des tailles de systèmes respectivement égales à 186, 192, 200 et 204
atomes. On applique avec phonopy (via lŠinterface phonoLAMMPS pour NNP et GAP)
des déplacements individuels dŠatomes qui génèrent des forces permettant de calculer une
courbe de dispersion des phonons en plusieurs points de la première zone de Brillouin (là
encore avec une grille Monkhorst-Pack de 30 × 30 × 30 points dans lŠespace réciproque)
quŠon intègre sur les fréquences pour obtenir la densité dŠétats vibrationnels.

On présente les résultats obtenus avec le potentiel répulsif de paire, le potentiel répulsif
de type réseau de neurones et VASP dans la Ągure 8.14. Les densités dŠétats vibration-
nels obtenus avec NNP et GAP sont fournis en annexe E.3, aĄn de garder des Ągures
intelligibles.

Pour des systèmes aussi désordonnés que le Silicium amorphe, les densités dŠétats
vibrationnels sont difficiles à lire en raison des fortes Ćuctuations. Globalement, on par-
vient néanmoins à observer que les deux potentiels répulsifs (splines et NN-Erep) font
preuve de comportements très similaires. On note bien, çà et là, quelques divergences ;
sans surprise, celles-ci concernent peu les modes acoustiques. Nous avons vu pour les
monocristaux (Fig. 8.4) que ceux-ci sont régis majoritairement les contributions électro-
niques à lŠénergie DFTB, et ils semblent dans le cas des amorphes bien représentés par
ces derniers. En conséquence, le choix du potentiel répulsif impacte là aussi assez peu les
modes où ω < 7.5 THz. Pour ces faibles fréquences, les résultats expérimentaux [117] pré-
disent un premier maximum autour de ω ≈ 20 meV ≈ 4.8 Thz. VASP reproduit bien ce
comportement, et les potentiels répulsifs DFTB montrent eux aussi un accord raisonnable
avec cette valeur.

En portant notre attention sur modes optiques, on parvient à remarquer quelques
nuances plus notables entre les deux potentiels répulsifs. Ainsi, les amplitudes et fré-
quences peuvent sensiblement varier, mais ces Ćuctuations sont assez minimes et penchent
tantôt en faveur des splines, tantôt en faveur de NN-Erep. La forme globale de chaque
densité dŠétats vibrationnels étudiée est donc satisfaisante pour ces deux outils, qui pa-
raissent au Ąnal assez équivalents pour cette propriété. Expérimentalement, on prédit un
second maximum pour les densités dŠétats vibrationnels pour ω ≈ 60 meV ≈ 14.5 Thz ;
ici encore VASP montre un accord correct avec cette valeur. Les différents potentiels
répulsifs montrent eux aussi des maxima autour de cette fréquence : les splines semblent
les plus proches de cette valeur pour les quatre amorphes, alors que le réseau de neurones
NN-Erep y parvient parfaitement pour 96 atomes seulement.

Le constat effectué est assez encourageant ; la représentation des densités dŠétats vi-
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(a) (b)

(c) (d)

Figure 8.14 Ű Densité dŠétats vibrationnels de plusieurs systèmes amorphes de Silicium pour
différents potentiels répulsifs DFTB.

brationnelles nŠétait pas un objectif per se lors du processus dŠentraînement, mais découle
des forces interatomiques. Les résultats observés indiquent que ces dernières semblent bien
reproduites par nos outils, et on ne note pas dŠerreur rédhibitoire. Cette assertion se vé-
riĄe aussi dans le cas de lŠamorphe à 102 atomes, absent des données de référence de
NN-Erep. Notre potentiel répulsif ne fait donc pas ńqueż reproduire Ądèlement les forces
répulsives dŠamorphes connus, mais semble bien être en mesure de représenter dŠautres
conĄgurations conceptuellement proches mais localement différentes.

Les approches purement paramétriques, présentées en annexe E.3, sont toutes deux
relativement analogues et reproduisent assez Ądèlement les densités dŠétats vibrationnels
des amorphes. En particulier, NNP reproduit très précisément les modes acoustiques ; ce
comportement est assez étonnant car aucun amorphe ne Ągure parmi ses données de réfé-
rence. Ce manque se fait sommairement sentir pour le système contenant 102 atome, pour
lequel on observe des fréquences négatives mais aussi et surtout de nombreuses fréquences
résiduelles très élevées (ω ∈ [20, 105] THz) que nous avons partiellement coupées pour
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garder une Ągure lisible. Cela indique une instabilité des forces interatomiques, et donc
que la géométrie nŠest pas suffisamment relaxée. Pour GAP, ce comportement nŠapparaît
pas et les résultats sont donc généralement satisfaisants. EnĄn, ces deux méthodes repro-
duisent bien le premier maximum expérimental [117] (ω ≈ 4.8 THz) mais sous-estiment
le second (ω ≈ 14.5 THz).

Au global, la prédiction des densités dŠétats vibrationnels pour les amorphes est ac-
ceptable dans chacun des cas étudiés. Les méthodes DFTB (splines et NN-Erep) sont
extrêmement similaires, et les approches purement numériques (NNP et GAP) montrent
des comportements sensiblement plus variés mais satisfaisants.

Avant de conclure, résumons la capacité de reproduction observée pour chacun des
outils sur les systèmes désordonnés. Pour les liquides (Ąg. 8.12 et 8.13), les approches
purement paramétriques (NNP et GAP) jouissent dŠune plus grande Ćexibilité et sont les
plus performantes. Des deux approches DFTB, le potentiel numérique répulsif NN-Erep

montre une précision sensiblement accrue par rapport aux splines, mais une attention
particulière est requise aux très hautes températures, lorsque lŠon entre en régime extra-
polatoire. Une bonne partie des caractéristiques des liquides sont régies par les contribu-
tions électroniques de DFTB ; la correction apportée par notre approche est sensible par
rapport aux splines, mais fait pâle Ągure au regard de NNP et GAP.

Pour les amorphes, lŠétude des densités dŠétats vibrationnels est assez comparable
pour les quatre méthodes qui reproduisent bien la référence VASP ; cela ne nous permet
pas de désigner un potentiel clairement plus performant. LŠétude des facteurs structurels
nous permet en revanche de clairement établir lŠimportance du jeu dŠapprentissage pour la
prédiction de la structure locale : en effet, NN-Erep performe de manière très satisfaisante.
Les approches purement paramétriques (NNP et GAP) sont très comparables entre elles
et incluent des systèmes désordonnés dans leur jeux dŠapprentissage. Au global, toutes
les méthodes par apprentissage automatique testées rendent donc mieux compte de la
structure locale. Ceci met en avant lŠintérêt de pouvoir inclure des systèmes désordonnés
lorsque lŠon optimise un potentiel, quŠil soit répulsif ou non.
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Chapitre 9

Conclusion

Les travaux de cette thèse contribuent à créer un cadre méthodologique aĄn dŠamé-
liorer un terme du formalisme Density-Functional Tight-Binding, le potentiel répulsif,
en permettant une représentation à plusieurs corps employant des outils dŠapprentissage
automatique en alternative aux déĄnitions existantes sous forme dŠinteractions de paires.

Une démarche globale est introduite pour les obtenir, qui peut sŠappliquer à tous
les ordres de développement de la méthode. On en présente une application pour le
développement au second ordre (SCC-DFTB), et un nouveau potentiel répulsif de portée
générale pour le Silicium a été développé et étudié. Cette méthodologie fait usage des
fonctions de symétrie de Behler-Parrinello greffées à des réseaux de neurones de haute
dimension, et permet par sa souplesse dŠinclure une grande complexité au sein des données
employées pour optimiser ses potentiels répulsifs. Elle autorise également à lŠutilisateur de
choisir le degré dŠintuition physique quŠil souhaite intégrer - via le choix des paramètres des
descripteurs - tout en garantissant de pouvoir se reposer sur des processus de génération
et de sélection systématiques si nécessaire. LŠemploi de réseaux de neurones requiert quant
à lui une certaine expertise lors de la construction dŠun nouveau potentiel répulsif mais
assure dans le même temps un coût numérique réduit et une portabilité maximale.

Nous situons tout dŠabord les nombreux outils conceptuels intervenant dans ces tra-
vaux les uns par rapport aux autres, puis nous présentons leur utilisation conjointe. Les
détails de celle-ci, la complexité sous-jacente et les écueils inhérents à lŠapplication des
réseaux de neurones de haute dimension aux potentiels répulsifs sont discutés extensive-
ment. La complexité supplémentaire et la robustesse apportés par le formalisme DFTB
par rapport aux potentiels numériques utilisés usuellement en simulation atomistique
classique sont notables et souvent non-triviales. Il est nécessaire dŠadapter les routines en
conséquence, et un cheminement clair est détaillé avec une emphase forte sur la logique
sous-jacente : choix des données inclues, construction et sélection de descripteurs, de
réseaux de neurones, algorithmes dŠoptimisation et évaluation de performance. Le code
DFTB+ est modiĄé de manière à supporter lŠutilisation de potentiels répulsifs numé-
riques ; les modiĄcations sont minimales, au sein du code comme du côté utilisateur, et
la portabilité et la performance numérique se montrent très satisfaisants.

En pratique, ces travaux se sont divisés en plusieurs étapes : un effort notable a
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dès le départ été consacré au développement dŠoutils numériques sur mesure à même de
manipuler les concepts clés de notre approche. La construction dŠune librairie évolutive
centrée autour des notions de réseaux de neurones de haute dimension et de fonctions de
symétrie centrées sur les atomes a été une étape importante, majoritairement dominée
par la mise en place de lŠapprentissage sur les forces répulsives (partie du code au Ąnal
inutilisée, au proĄt du Ąltre de Kalman étendu).

En parallèle de cette tâche en ont été menées deux autres. DŠune part, nous avons
travaillé pour lŠobtention de données de référence par des calculs DFT et DFTB pour
le Silicium pur, graduellement enrichies au Ąl des mois. Par ailleurs, ces données ont
été de tous temps employées pour entraîner des réseaux de neurones à plusieurs Ąns :
guider lŠobtention de nouvelles données, valider le bon fonctionnement de la librairie,
évaluer la précision de chaque outil ou encore caractériser lŠimportance effective de chaque
concept ou paramètre. Ce dernier point en particulier est très enrichissant, car lŠemploi de
méthodes dŠapprentissage automatique sŠaccompagne presque toujours dŠoutils opaques, à
lŠutilité conceptuelle déĄnie mais dont les nuances sont en pratique subtiles ; sŠapproprier
chacun de ces concepts, de leurs fonctionnements internes à leurs importances relatives
sŠest avéré très exigeant.

Deux jalons symboliques ont marqué des tournants importants des présents travaux.
Tout dŠabord, la délégation des lŠoptimisation des réseaux de neurones à N2P2 a permis
dŠobtenir des potentiels répulsifs réellement utilisables. En conséquence, chaque nouvel
apprentissage apportait un peu plus dŠintuition scientiĄque que le précédent, et les pré-
occupations numériques ont peu à peu laissé place à des interrogations physiques. Ceci
sŠest Ąnalement concrétisé avec lŠinterfaçage de la librairie au code DFTB+, à la suite
duquel nous avons pu convertir ce travail de fond en résultats concrets.

Nous avons pu éprouver extensivement nos outils sur trois grandes classes de conĄ-
gurations (cristaux, nano-clusters et systèmes désordonnés). Pour chacune dŠentre elles,
nous avons identiĄé des propriétés pertinentes et confronté les performances à plusieurs
autres approches : la méthode DFT de référence, les potentiels répulsifs de paire utilisés
jusquŠalors dans DFTB, un potentiel purement numérique employant les mêmes outils
conceptuels que les nôtres et un second potentiel numérique de portée générale aux per-
formances notables pour le Silicium pur. Dès lors, nous sommes en mesure dŠidentiĄer
clairement les avantages et limitations de nos travaux, de cerner en conséquence leur
intérêt réel.

DŠune manière très globale, on peut tout dŠabord conclure que la correction appor-
tée in-situ par les potentiels répulsifs numériques est souvent sensible. On discute plus
en détail de ces apports dans les paragraphes suivants ; il est néanmoins important de
souligner que la capacité à corriger les erreurs liées aux contributions électroniques du
formalisme DFTB - notamment aux longues portées - est souvent insuffisante. On observe
en effet de nombreuses propriétés dominées par les termes électroniques, et pour lesquelles
lŠimpact du potentiel répulsif est moindre : traitement des défauts sur-coordinés, modes
acoustiques des densités dŠétats vibrationnels, ordre des liquides ou encore classement de
stabilité relative des monocristaux.

Le potentiel répulsif numérique permet dŠaméliorer sensiblement la qualité des phases
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cristallines par rapport aux splines. Nous avons observé une faculté à reproduire les sys-
tèmes hors-équilibre, avec des courbes énergies vs. volume très proches des données VASP,
des propriétés vibrationnelles assez similaires aux valeurs DFT et une amélioration des
énergies de formation de défauts ponctuels (en particulier pour les interstitiels). LŠimpact
sur lŠétat dŠéquilibre nŠest pas notable, avec des écarts dŠénergie relatifs même très légère-
ment meilleurs que pour le potentiel de paire. Les énergies et forces répulsives retournées
par le réseau de neurones pour les cristaux semblent donc robustes et satisfaisantes.

La représentation des phases désordonnées nŠest pas en reste, et le potentiel répulsif de
type réseau de neurones semble transférable pour ces systèmes. Les géométries amorphes
semblent assez bien représentées et leur variété conĄgurationnelle forte ne paraît pas
problématique. On observe ainsi une précision acceptable quand aux densités dŠétats
vibrationnels obtenues avec nos outils, très analogue à celle des splines. LŠécart observé
pour les amorphes est un peu plus notable lorsque lŠon sŠintéresse à la prédiction des
indicateurs structurels tels que la coordinence, lŠangle moyen et la dispersion angulaire :
le réseau de neurones reproduit assez Ądèlement les nuances observées avec la méthode
de référence, mieux que le potentiel de paire. Ceci nŠest pas une surprise, car ce dernier
nŠa pas été (et nŠaurait pas pu être) optimisé sur des systèmes désordonnés.

La représentation des liquides pour une large gamme de températures est légèrement
améliorée par le potentiel répulsif numérique : les distributions angulaires et radiales -
bien que dominées aux longues distances par les contributions électroniques à lŠénergie
DFTB - sont toujours mieux représentées quŠavec les splines par rapport à la référence
dans la plage de températures connues du potentiel numérique répulsif (T ≤ 3000 K). Des
phénomènes sporadiques font état dŠextrapolation aux températures supérieures, tels que
des distributions radiales irrégulières, sans pour autant sŠaccompagner de comportement
rédhibitoires tels que le rapprochement excessif dŠatomes.

Nous avons enĄn pu éprouver notre méthodologie en lŠappliquant à des systèmes
non-périodiques : les nano-clusters de Silicium pur. On note une amélioration relative
de lŠévaluation énergétiques de conĄgurations données par rapport aux splines, qui sŠac-
compagne néanmoins dŠune instabilité forte lors de lŠoptimisation de géométries isolées.
Ces deux observations conjointes laissent tout dŠabord deviner que, dans le cas de cal-
culs statiques, les contributions électroniques à lŠénergie DFTB constituent un garde-fou
suffisant pour permettre des performances notables. Dans le cas où lŠon doit recourir
aux forces interatomiques, ce Ąlet de sécurité devient insuffisant et les erreurs commises
semblent trouver leurs sources dans de multiples phénomènes. Les Ćuctuations sensibles
des forces indiquent une surface dŠénergie potentielle accidentée, et lŠétude détaillée de
quelques conĄgurations montre clairement que nos outils ne sont pas à même de traiter
efficacement des effets de surface. Au regard de ces informations, et quand bien même
nos outils présentent quelques résultats satisfaisants sur les systèmes isolés, les splines
sont dans ce cas préférables pour leur robustesse, leur Ąabilité et leur faculté à toujours
converger par construction.

Bien que ces travaux ne présentent ni amélioration extrême ni régression dramatique,
deux tendances se dessinent alors clairement : dŠune part, la prévalence sensible de notre
approche sur les potentiels de paire pour les phases condensées étudiées, et dŠautre part
son manque de Ąabilité pour les objets isolés, pour lesquels les splines semblent plus
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performantes. LŠobjectif dŠun unique potentiel pour le Silicium pur nŠest dès lors pas
tenu ; lŠimplémentation dŠun nouveau formalisme plus général très adapté à être enrichi
par de nouveaux descripteurs ou dŠautre méthodes dŠapprentissage laisse toutefois cette
perspective ouverte. Toutefois, lŠimpératif dŠun outil peu coûteux est lui respecté puisque
le coût numérique nŠexcède pas sensiblement celui des splines. EnĄn, le détail des données
de référence importantes, des écueils inhérents à cette approche et la proposition dŠune
démarche systématique pour générer un potentiel répulsif à partir de celles-ci font la part
belle à la transposition de ces travaux pour de nouveaux éléments chimiques.

Un autre facteur important, la charge de travail requise, est à prendre en compte si lŠon
aspire à dresser une comparaison équitable entre notre approche et les potentiels répulsifs
de paire. Dans le cas de ces derniers, on a besoin dŠun nombre relativement restreint de
données de référence (typiquement quelques dizaines de conĄgurations tout au plus) né-
cessitant une attention soutenue dans leur obtention avant de réaliser une interpolation
assez standard. On se concentre alors sur un nombre restreint de cas simples, dŠune part
car leur forme de paire peu Ćexible prohibe leur capacité à généraliser à une large va-
riété de références, et dŠautre part car il est trop ardu en principe dŠidentiĄer lŠénergie de
référence dŠune paire dŠatomes pour des systèmes non isolés ou non-symétriques ; on ob-
tient néanmoins assez aisément un outil, manquant souvent de Ćexibilité pour généraliser
parfaitement mais extrêmement robuste.

Pour générer un potentiel répulsif numérique, les contraintes sont assez différentes
puisque lŠon peut a priori utiliser nŠimporte quelle combinaison de systèmes comme ré-
férence ; la Ćexibilité de ces outils leur permet de supporter une complexité accrue. Cela
sŠaccompagne tout dŠabord dŠune augmentation conséquente des calculs préalables à ef-
fectuer. Ce point est accentué par la pauvre performance en extrapolation des outils
dŠapprentissage automatique : si lŠon veut être transférable à de nombreux systèmes, il
est recommandé de les inclure au jeu de données de référence, et la charge de travail
augmente dŠautant. Le choix des données de référence demande dŠailleurs une expertise
assez spéciĄque à DFTB ; en sŠintéressant aux interactions répulsives de courte portée, il
est intéressant dŠinclure certaines données qui ne seraient pas nécessaires pour entraîner
une approche purement numérique, comme des systèmes très compressés (par exemple
courbes énergies vs. volume). Dans le même temps, et une fois les données de référence à
disposition, un autre type dŠexpertise est requis pour lŠoptimisation des hyperparamètres
de la méthode (fonctions de symétrie, structure du réseau, algorithme et paramètres
dŠoptimisation). Des outils conceptuels, des automatisations et dŠautres bonnes pratiques
existent pour faciliter ces tâches ; encore faut-il les connaître, et leur assimilation repré-
sente encore une charge de travail supplémentaire pour un néophyte. Pour résumer, les
potentiels répulsifs numériques demandent plus de travail que leur homologues de paire,
permettent en théorie une précision plus grande pour une plus grande gamme de systèmes
au prix de lŠabandon de la robustesse des potentiels à deux corps.

Au travers de la comparaison avec quelques résultats obtenus avec un réseau de neu-
rones de Behler-Parrinello et dŠun potentiel de type méthode à noyaux, tous deux optimi-
sés pour reproduire lŠénergie totale et les forces DFT du Silicium, nous avons pu dŠautre
part discuter des singularités de notre approche par rapport à des outils purement numé-
riques. Nos travaux se concentrent sur le terme de lŠénergie répulsive, qui joue en pratique
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le rôle de terme correctif au sein du formalise DFTB. Sans surprise, ces différences sé-
mantiques fortes sŠaccompagnent de dissimilarités notoires. Ainsi, notre restriction à une
contribution à lŠénergie montre fréquemment des limitations à corriger effectivement des
propriétés dominées par les termes électroniques - tels que la structure des liquides -
alors que les outils purement paramétriques jouissent pour leur part dŠune Ćexibilité suf-
Ąsante pour les mimer parfaitement. Dans le même temps, il est fréquent de rencontrer
des situations pour lesquelles les approximations des termes électroniques de lŠénergie
DFTB sont robustes, auquel cas le travail à accomplir par nos outils est moindre. Ainsi,
ces mêmes termes électroniques assistent notre approche en reposant sur une intuition
physique forte, assurent souvent la prise en compte de la majorité de la complexité et
préviennent donc lŠapparition de comportements aberrants, même dans certains régimes
extrapolatoires. Les approches purement paramétriques ne proĄtent pas dŠun tel luxe, et
lorsquŠon les emploie à des Ąns éloignées de leur construction initiale on sŠexpose plus
facilement à de mauvaises performances ou autres comportements non-physiques ; cŠest
notamment le cas pour la prédiction des nano-clusters les plus stables, pour les courbes
énergie vs. volume ou encore les densités dŠétats vibrationnels des monocristaux.

Notre approche et celles purement numériques ne sŠappliquent évidemment pas aux
mêmes échelles et ne cherchent pas à décrire les mêmes propriétés - notamment avec
la prise en compte ou non des propriétés électroniques. CŠest avant tout une politique
conceptuelle très différente qui les motive en amont de toute construction, alors même
que les outils manipulés (fonctions de symétrie centrées sur les atomes et réseaux de
neurones de haute dimension) peuvent être très similaires. Dans le premier cas, on ne
laisse aux outils dŠapprentissage automatique quŠun rôle secondaire, à la justiĄcation
théorique forte et en lŠentourant de sécurités aĄn de prévenir la majorité des aberrations.
On garde dans le même temps un accès complet aux états quantiques du système, cŠest-
à-dire leur énergie et leur localisation. Même si elles ne sont pas présentées car ce nŠest
pas le point focal des présents travaux, notre approche nous permet de calculer un grand
nombre dŠobservables inaccessibles aux approches purement paramétriques, par exemple :
moment dipolaire, propriétés magnétiques, propriétés optiques. Certaines limitations se
font néanmoins remarquer : en particulier, on espérait assurer une bonne représentation
des interactions aux plus longues portées en proĄtant des termes électroniques de DFTB.
Ceci nous aurait permis de rendre compte des systèmes non-périodiques, au sein desquels
les interactions sont délocalisées ; au vu des résultats médiocres obtenus pour les nano-
clusters, cet espoir nŠest manifestement pas satisfait.

Dans le cas dŠoutils purement paramétriques, on laisse libre cours à leur Ćexibilité ; ce
choix est évidemment à double tranchant, avec les résultats très impressionnants qui sŠen
accompagnent potentiellement, au prix de lŠabandon de la quasi-intégralité de la physique
hors du contrôle de lŠutilisateur.

Concluons enĄn par quelques perspectives : ces travaux se concentrent évidemment sur
des directions spéciĄques, en laissant de nombreuses à approfondir ou défricher. La per-
formance du potentiel répulsif numérique sur les systèmes isolés est lŠune des principales
caractéristiques à parfaire, bien que cela semble requérir des modiĄcations conséquentes à
notre approche : DFTB est très utilisé dans la communauté pour sŠintéresser à des molé-
cules, mais nous nŠavons pas favorisé cette direction peu pertinente dans le cas du Silicium
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pur. En particulier, le recours à une nouvelle description des environnements atomiques
plus adaptée aux systèmes isolés semble inéluctable, bien que lŠalliage périodique/non-
périodique reste toujours ardu à couvrir efficacement. En sŠintéressant à des systèmes
mixtes - typiquement Si-O - on pourrait par ailleurs espérer enrichir fortement la variété
de conĄgurations accessibles et éprouver plus encore nos outils. La comparaison avec une
quantité accrue de systèmes pertinents physiquement en constitue une motivation sup-
plémentaire. DŠun point de vue conceptuel, on peut sŠinterroger quant à la transférabilité
de notre représentation des interactions Si-Si dans des systèmes homonucléaires à ces
mêmes interactions dans un système mixte. Dans une temporalité plus courte, lŠexplo-
ration de nouvelles phases cristallines du Silicium pur semble intéressante : en incluant
des cristaux dans des conditions plus extrêmes de pression ou de température, il semble
possible dŠébaucher un diagramme de phase global pour cet élément. Le coût des calculs
premier principe semble dissuader cette approche : à notre connaissance, aucun digramme
de phase complet (incluant à la fois de nombreux polymorphes [118] et des liquides [119])
généré avec DFT ou une autre méthode premier principe nŠest disponible pour le Silicium
pur, et on se repose usuellement sur la compilation de données expérimentales.
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Annexe A

Choix des descripteurs

Nous nous intéressons ici aux approches possibles pour sélectionner des fonctions
de symétrie. Évidemment, un jeu de fonctions de symétrie nŠest que rarement bon ou
mauvais en soi ; il faut sŠintéresser à sa capacité de représentation pour un jeu de données
de référence (cŠest-à-dire dŠenvironnements atomiques) donné.

A.1 Génération de jeux de paramètres

Avant de pouvoir sélectionner dŠune manière ou dŠune autre des fonctions de symétrie,
il faut tout dŠabord avoir un jeu de base au sein duquel opérer la sélection. Deux approches
sont envisageables, selon le degré dŠautomatisation que lŠon souhaite adopter ; cependant,
le choix de lŠutilisateur est a minima requis pour déterminer le rayon de coupure maximal
rmax

cut .

Ce rayon de coupure maximal détermine la distance au-delà de laquelle on ignore
toute interaction. Il est évidemment très dépendant de lŠespèce chimique considérée ; il
lŠest tout autant de lŠapplication visée.

Si lŠon cherche à construire un potentiel numérique (voir 5.2), on peut sŠinspirer des
potentiels empiriques déjà utilisés dans la littérature pour des applications et systèmes
similaires : la plupart dŠentre eux ont un rayon de coupure.

Il est à noter quŠaugmenter le rayon de coupure améliore souvent la capacité de repré-
sentation dŠune méthode. Si lŠimportance des contributions est en général plus faible aux
longues distances, elles ne sont pas nulles : plus le rayon de coupure est élevé, plus on tient
compte dŠinformations sur le système, et le risque de négliger une contribution importante
sŠamoindrit. Cependant, augmenter le rayon de coupure impacte fortement le temps de
calcul ; on tient compte de beaucoup plus de voisins, ce qui implique beaucoup plus de
calculs de distances, de moins en moins inĆuents à mesure que lŠon sŠéloigne de lŠatome
central. LŠintroduction du rayon de coupure sert, historiquement, à pallier ce problème
en trouvant un compromis entre efficacité de calcul et prise en compte des contributions
importantes.
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Dans le cadre de lŠapplication qui nous intéresse, cŠest-à-dire la génération de poten-
tiels répulsifs Erep pour la méthode DFTB, la justiĄcation dŠun rayon de coupure est
toute autre. La distance caractéristique est typiquement beaucoup plus courte, car les in-
teractions répulsives sŠétendent théoriquement à peine plus loin que les premiers voisins.
Un potentiel répulsif est dans les faits construit comme un terme ńcorrectifż : il aspire
à rendre compte de la différence entre lŠénergie DFT et lŠénergie DFTB sans potentiel
répulsif. Si cette différence est en principe uniquement constituée dŠinteractions répul-
sives de courte portée, les approximations de DFTB impliquent quelques imprécisions
aux plus longues distances. En conséquence, plus on augmente le rayon de coupure, plus
il est probable que lŠon représente autre chose que des interactions purement répulsives.
Bien que cela permette dŠimiter plus précisément DFT, on réduit par la même occasion
la transférabilité du potentiel (voir 3.3).

Ici encore, il est possible de sŠappuyer sur les représentations existantes des interactions
répulsives : les potentiels de paire utilisées usuellement ont déjà un rayon de coupure,
typiquement rcut ∈ [2; 3] Å. En connaissant la gamme de système de référence que lŠon
souhaite représenter, lŠidéal est néanmoins de choisir rcut de manière à inclure tous les
premiers voisins.

Une fois le rayon de coupure choisi, on peut générer des jeux de paramètres de fonc-
tions de symétrie. DŠinstinct, plusieurs possibilités sŠoffrent à nous : utiliser une intuition
physique, automatiser la génération de données ou allier ces deux approches.

Assez peu de détails généraux peuvent être donnés concernant la première approche.
Si lŠon connaît le système à étudier, on peut jouer avec le paramètre rs des fonctions
G2 pour assurer une sensibilité maximale aux distances clés. De même, jouer avec la
résolution angulaire ζ ou le paramètre λ des fonctions G4 peut permettre une sensibilité
maximale autour dŠangles dŠintérêt.

À lŠinverse, une approche systématique pour générer des fonctions de symétrie qua-
drillant régulièrement les distances et angles de lŠenvironnement est proposée par G.
Imbalzano et. al, [120].

Pour les fonctions G2, on peut distinguer deux catégories. La première est constituée
de fonctions de symétrie radiales centrées sur lŠatome central de lŠenvironnement, cŠest-
à-dire pour lesquelles rs = 0 Å. Il reste alors à choisir des valeurs de η pertinentes. Une
petite valeur de η implique une fonction G2 large, sŠétendant jusquŠaux grandes distances
mais aux variations peu sensibles aux petits changements de distance. À lŠinverse, de
grandes valeurs de η sont synonymes de fonctions G2 Ąnes, très sensibles aux variations
aux courtes distances. Pour lŠapplication qui nous intéresse, ce genre de comportement est
capital pour assurer une sensibilité forte aux courtes distances aĄn de rendre détectable
tout rapprochement excessif dŠatomes.

On génère donc n+ 1 fonctions de symétrie G2 où rs = 0 comme :

ηm =

(

nm/n

rcut

)2

(A.1)

Concernant les fonctions G2 où rs ̸= 0 Å, lŠidée est de centrer les gaussiennes à des
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intervalles de distances réguliers.
rs,m =

rcut

nm/n
.

On choisit la largeur des gaussiennes de manière à avoir des fonctions Ąnes aux courtes
distances et qui sŠélargissent à mesure que lŠon sŠapproche du rayon de coupure.

ηm =
1

(rs,n−m − rs,n−m−1)
2 .

On donne un exemple dŠutilisation de cette approche dans la Ągure A.1, où lŠon génère
17 fonctions G2 (n = 8) pour rcut = 5.0 Å.

Figure A.1 Ű Fonctions de symétrie radiales générées automatiquement.

Pour les fonctions G4, il faut obtenir des jeux de paramètres ¶η, λ, ζ♢, rcut étant Ąxé
par lŠutilisateur.

• On génère η de la même manière que pour les fonctions G2 centrées en 0 (A.1).
• λ ne peut prendre que deux valeurs : −1 et +1. Pour chaque autre paramètre Ąxé,

on a donc deux fonctions G4 avec λ = ±1.
• On choisit plusieurs valeurs de ζ sur une échelle logarithmique aĄn de quadriller

convenablement la distribution angulaire du système (voir Fig. 5.11), typiquement
ζ = ¶1, 4, 16, · · · ♢.
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A.2 Sélection préalable

Une fois que lŠon dispose de plusieurs fonctions de symétrie, il peut sŠavérer capital
de sélectionner celles qui sont les plus adaptées à notre application.

{

G⃗i

}NACSF
init

i=1
→
{

G⃗i

}NACSF
sel

i=1
.

Une première sélection est possible en amont de tout processus dŠapprentissage, en
identiĄant pour un jeu dŠenvironnements atomiques de référence donné les fonctions de
symétrie les plus pertinentes.

La pertinence dŠune fonction de symétrie par rapport aux données de référence peut
être évaluée individuellement : quelle plage de valeurs la fonction adopte-t-elle ? Si une
fonction reste quasiment constante pour lŠintégralité du jeu de données de référence, son
intérêt est moindre car elle ne permet pas de discriminer facilement entre deux environne-
ments. En conséquence, il est intéressant sélectionner des fonctions de symétrie si lŠécart
entre leurs valeurs maximales et minimales est supérieur à un certain seuil.

P :
{

G⃗i

}NACSF
init

i=1
7→
{

G⃗i

}NACSF
sel

i=1

P
(

{

G⃗i

}NACSF
init

i=1

)

=
{

G⃗i

}

, ♣max(Gi)−min(Gi)♣ > σ.
(A.2)

Il nŠexiste pas de valeur optimale pour ce seuil : on sŠen sert surtout pour éliminer
les fonctions de symétrie retournant des valeurs nulles su lŠintégralité des données de
référence. Dans la pratique, une valeur de lŠordre σ ≥ 1 × 10−6 remplit correctement ce
rôle, mais on peut si besoin augmenter ce seuil de manière à supprimer en amont de tout
apprentissage une quantité plus grande de fonctions de symétrie.

On peut également évaluer la pertinence dŠune fonction de symétrie appliquée au jeu
de données de référence par rapport aux fonctions de symétrie déjà sélectionnées : si deux
fonctions de symétrie appliquées au jeu de données de référence sont très similaires, on
peut se contenter de nŠen sélectionner quŠune des deux.

Pour un jeu dŠenvironnements atomiques ¶R♢ de référence, lŠapplication dŠune fonc-
tion de symétrie Gi nous permet dŠobtenir les éléments de vecteur descripteur associés
{

D⃗i = G⃗i(R)
}

.

On peut à partir de là calculer une distance entre plusieurs vecteurs D⃗. Une première
approche consiste donc à sélectionner, itérativement, la fonction de symétrie Gi telle que
la distance avec les autres fonctions sélectionnées est maximale (A.3) : on nomme cette
méthode Farthest Point Sampling (FPS - échantillonnage au point le plus distant).

i = argmax
(

min
j

∣

∣

∣D⃗i − D⃗j

∣

∣

∣

)

. (A.3)

Ici, j désigne toutes les fonctions de symétrie déjà sélectionnées.
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EnĄn, la méthode de la corrélation de Pearsons propose, tout comme la méthode FPS,
de sélectionner les fonctions de symétrie dŠaprès leurs différences relatives. Ici, au lieu de
calculer une distance entre les fonctions de symétrie Gi, on calcule leurs corrélations
respectives. On déĄnit cette corrélation Pij pour deux fonctions de symétrie Gi et Gj

comme :

Pij =

Nenv
∑

k=1

(

Gi (Rk)− Ḡi

)

·
(

Gj (Rk)− Ḡj

)

N env ·σ (Gi) ·σ (Gj)
, (A.4)

où

• Gi (Rk) est la valeur calculée par la ième fonction de symétrie pour le kème envi-
ronnement.

• Ḡi = 1
N env

Nenv
∑

k=1
Gi (Rk) est la valeur moyenne calculée par la ième fonction de

symétrie.
• σ (Gi) est lŠécart-type des valeurs calculées par la ième fonction de symétrie.

On peut imaginer plusieurs autres méthodes de sélection de descripteurs [120], comme
par exemple la méthode de la décomposition CUR ; lŠidée ici nŠest pas dŠêtre exhaustif
mais de présenter la philosophie générale derrière ces méthodes.

A.3 Sélection après apprentissage

La sélection des fonctions de symétrie les plus pertinentes peut également se faire
après lŠoptimisation dŠune méthode dŠapprentissage automatique - dans notre cas, un
réseau de neurones.

Cette démarche sŠinscrit dans une logique plus proche de lŠoptimisation dŠhyperpara-
mètres, fréquente lorsque lŠon construit un réseau de neurones.

On déĄnit un hyperparamètre comme un paramètre qui est Ąxé par lŠutilisateur pour
contrôler la méthode : celui-ci nŠest pas optimisé par le processus dŠapprentissage (à
lŠinverse des poids et biais). On peut par exemple citer la structure du réseau de neurones
(nombre de couches cachées, nombre de neurones par couches cachées), mais aussi la
fonction de transfert utilisée ou lŠalgorithme dŠapprentissage. Tous ces facteurs inĆuent
sur le réseau, de ses performances numériques à sa capacité de prédiction.

Usuellement, ces hyperparamètres sont ajustés par processus dŠessai-erreur. Initia-
lement, on prépare un apprentissage en leur attribuant des valeurs données, que lŠon
éprouve en optimisant le réseau de neurones. Si les propriétés de lŠoutil optimisé ne sont
pas satisfaisantes, on fait varier un ou plusieurs hyperparamètres (ex. : on ajoute une
couche cachée), on teste à nouveau en ré-optimisant le nouveau réseau de neurones et
on évalue lŠeffet des modiĄcations apportées (ex. : plus de Ćexibilité mais apparition de
sur-apprentissage). On répète ces opérations jusquŠà atteindre un résultat satisfaisant.

AĄn de sélectionner des fonctions de symétrie, on peut effectuer le même genre de
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manipulations. Dans un premier temps, on en choisit un nombre conséquent et on optimise
un réseau de neurones ; le processus est long, et le réseau obtenu nŠest pas utilisable tel
quel en raison du nombre absurdement élevé de calculs nécessaires pour évaluer toutes
les fonctions de symétrie.

On peut en revanche identiĄer les fonctions dont la valeur importe peu au réseau
optimisé, cŠest-à-dire celles dont les variations modiĄent le vecteur de sortie Y⃗ du réseau
moins quŠune valeur seuil.

∂Y⃗

∂Gi
NASCF
∑

j=1

∂Y⃗

∂Gj

< σ,

Remarque : la valeur seuil à employer est évidemment dépendante de NACSF, le nombre
de fonction de symétrie. Par exemple, si une fonction modiĄe dŠau 1% la valeur de sortie
dŠun réseau employant 10 fonctions de symétrie, elle est a priori moins utile au résultat
Ąnal que dans le cas où une fonction modiĄe de 1% la valeur de sortie dŠun réseau en
utilisant plusieurs centaines.

Après suppression des fonctions de symétrie ńinutilesż, on peut réitérer le processus
jusquŠà en avoir retenu un nombre satisfaisant : suffisamment pour représenter le jeu
de données de référence de manière acceptable, et suffisamment peu pour éviter toute
redondance et permettre un temps de calcul efficace.
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Annexe B

Calcul des forces répulsives

En simulation atomistique, il est capital dŠavoir accès aux forces exercées sur les
atomes pour de nombreuses applications. Par exemple, lŠoptimisation de la géométrie
dŠun système donné cherche à déterminer un agencement des atomes du système tel que
les forces agissant sur ces derniers soient suffisamment petites. De même, un calcul de
dynamique moléculaire vise à simuler le mouvement physique des atomes pour analyser
leur comportement et extraire des propriétés physiques dynamiques. Pour cela, il est
évidemment nécessaire de connaître les forces agissant sur les atomes qui déterminent
leurs trajectoires.

Par déĄnition, la force F⃗i agissant sur un atome i représente la variation de lŠénergie
totale du système induite par un mouvement de cet atome (B.1). Cette force est donc un
vecteur orienté dans lŠespace ; on peut lui déĄnir des composantes dans les trois dimen-
sions spatiales [Fi,x, Fi,y, Fi,z], liées chacune à la variation dŠénergie totale induite par le
déplacement de lŠatome i dans les trois directions de lŠespace x⃗, y⃗, z⃗.

Fi,α = −∂Etot

∂ri,α

, α = ¶x, y, z♢ . (B.1)

Pour rappel (3.18), on peut exprimer les forces DFTB FDFTB
i,α comme :

Fi,α = −
Ne
∑

e=1

∑

j

∑

µ∈i

∑

ν∈j

fece,µceν

[

∂H0
µν

∂ri,α

−
(

εe − h1
µν

) ∂Sµν

∂ri,α

]

−∆qi

∑

j

∂γij

∂ri,α

∆qj −
∂Eboite

rep

∂ri,α

,

que lŠon peut réécrire

FDFTB
i,α = −∂E

boite
DFTB [n0(r⃗), δn(r⃗)]

∂ri,α

= −∂E
boite
rep

∂ri,α

−
∂Eboite

DFTB,❍
❍

Erep

∂ri,α

= F rep
i,α + FDFTB

i,α ,❍❍❍
Erep.

La grandeur FDFTB,❍
❍

Erep

i,α est déjà calculée par DFTB et est indépendante des interac-
tions répulsives. Déterminer les forces agissant sur les atomes nous demande donc dŠéva-
luer F rep

i,α pour tous les atomes i de la boîte de simulation (B.2).
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F rep
i,α = −∂E

boite
rep

∂ri,α

. (B.2)

Dans le cadre de nos travaux, on rappelle que

Eboite,NN
rep =

Nboite
atomes
∑

j=1

Ej,NN
rep ,

dŠoù

F rep,NN
i,α = −

Nboite
atomes
∑

j=1

∂Ej,NN
rep

∂ri,α

. (B.3)

En utilisant (6.1), on peut appliquer le théorème de dérivation des fonctions composées
et écrire :

F rep,NN
i,α = −

Nboite
atomes
∑

j=1

∂NN (G(Rj))

∂ri,α

= −
Nboite

atomes
∑

j=1

∂NN (G(Rj))

∂G(Rj)
·
∂G(Rj)

∂ri,α

. (B.4)

Il semble donc que le calcul des forces exercées sur un atome i - cŠest-à-dire une
grandeur locale - nécessite de considérer lŠintégralité des atomes de la boîte de simulation.
Nous verrons plus loin (voir B.2) quŠen réalité, il est possible de ne se restreindre quŠau
calcul dŠénergie répulsive de lŠatome et de ses voisins.

B.1 Dérivées dŠun réseau de neurones

Déterminer des forces répulsives exercées sur un atome requiert, dŠune part, dŠévaluer
la dérivée du réseau de neurones atomique par rapport à son vecteur dŠentrée pour tous
les atomes j du système.

∂NN (G(Rj))

∂G(Rj)
.

Nous adopterons la notation
∂NN(X⃗)

∂X⃗
à la fois plus légère et généralisable où lŠon consi-

dère un vecteur dŠentrée quelconque X⃗. De plus, notre application est un cas particulier
dans le sens où les réseaux de neurones utilisés nŠont quŠun seul neurone de sortie ; au-
trement dit, leur vecteur de sortie Y⃗ = NN(X⃗) est de taille 1. Ce nŠest évidemment pas
toujours le cas dans dŠautres applications. Aussi, dans cette section nous ferons lŠeffort
de présenter le cas plus général où le vecteur de sortie Y⃗ peut être de taille quelconque.
DéĄnissons les notations utilisées :

• X⃗ l est le vecteur dŠentrée dŠune couche l donnée. Il sŠagit soit du vecteur de sortie
de la couche l− 1 précédente, soit du vecteur dŠentrée du réseau dans le cas de la
couche dŠentrée du réseau (l = 0).
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• N l
n est le nombre de neurones de la couche l ; il sŠagit donc de la taille du vecteur

dŠentrée de l + 1, X⃗ l+1.
• A⃗l est le vecteur dŠactivation dŠune couche l donnée. Pour les autres couches que

la couche dŠentrée (l ̸= 0), les éléments quŠil contient sont la somme pondérée des
éléments du vecteur dŠentrée X⃗ l. Pour un neurone donné n appartenant à l, on a
donc :

Al
n = w⃗l

n · X⃗ l + bl
n = bl

n +
N l−1

n
∑

m=1

wl
nm ×X l

m,

où bl
n est le biais du neurone et wl

nm est le poids liant les neurones m de la couche
l−1 et n de la couche l. Dans le cas de la couche dŠentrée (l = 0), on a simplement
A⃗0 = X⃗0.
• Y⃗ l = X⃗ l+1 est le vecteur de sortie de la couche l. Il sŠagit de lŠapplication de la

fonction de transfert f l de la couche l à lŠactivation A⃗l.

Y l
n = f l

(

Al
n

)

.

Dans le cas de la couche dŠentrée (l = 0), la fonction dŠactivation est linéaire, de
la forme f 0(x) = x, et on considère donc que Y⃗ 0 = A⃗0 = X⃗0.

Chaque couche l possède sa matrice de poids wl de taille N l
n × N l−1

n et son vecteur
de biais b⃗l de taille N l

n. Pour un réseau à L couches cachées et de vecteur dŠentrée X⃗0 on
détermine le vecteur de sortie Y⃗ L+1 = NN(X⃗0) comme :

Y⃗ L+1 = fL+1
(

A⃗L+1
)

= fL+1
(

wL+1 · X⃗L+1 + ⃗bL+1
)

= fL+1
(

wL+1 · Y⃗ L + ⃗bL+1
)

Y⃗ L = fL
(

A⃗L
)

= fL
(

wL · X⃗L + b⃗L
)

= fL
(

wL · Y⃗ L−1 + b⃗L
)

...

Y⃗ 1 = f 1
(

A⃗1
)

= f 1
(

w1 · X⃗1 + b⃗1
)

= f 1
(

w1 · Y⃗ 0 + b⃗1
)

= f 1
(

w1 · X⃗0 + b⃗1
)

.

(B.5)

Il est donc possible de décrire la transformation T l appliquée par une couche l du
réseau ainsi :

T l(X⃗) = f l
(

Al
(

X⃗
))

= f l
(

wl · X⃗ + b⃗l
)

. (B.6)

La dérivée du réseau de neurones par rapport à son vecteur dŠentrée ∂Y⃗
L+1

∂X⃗0
peut être

écrite comme une matrice jacobienne associée à la transformation NN(X⃗0).




















∂Y L+1
1

∂X0
1

· · · ∂Y L+1
1

∂X0
N0

n

...
. . .

...
∂Y L+1

NL+1
n

∂X0
1

· · ·
∂Y L+1

NL+1
n

∂X0
N0

n





















= J(NN, X⃗0). (B.7)

Comme on peut le voir dans lŠéquation (B.5), la fonction NN peut être écrite comme
une fonction composée de transformations successives T l ; en appliquant le théorème de
dérivation des fonctions composées à plusieurs variables, on peut réécrire le jacobien (B.7).
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J
(

NN, X⃗0
)

= J
(

TL+1, X⃗L+1
)

· J
(

TL, X⃗L
)

· · · · · J
(

T 1, X⃗1
)

· J
(

T 0, X⃗0
)

. (B.8)

On peut donc réduire le problème de dérivation dŠun réseau de neurones à la simple
évaluation des jacobiens des transformations F l

(

X⃗
)

prenant place dans chacune des
couches. Ces transformations sont elles mêmes des fonctions composées (B.6), dŠoù :

∂T l

∂X⃗
=
∂f l

(

A⃗l
)

∂A⃗l
·
∂A⃗l

∂X⃗
.

Pour rappel, lŠactivation dŠun réseau est la somme pondérée de ses valeurs dŠentrées,
sauf pour la couche dŠentrée où il sŠagit du vecteur dŠentrée tel quel :

A⃗l
n =











bl
n +

N l−1
n
∑

m=1
wl

nm ·X l
m si l ̸= 0

X l
n si l = 0

→ ∂A⃗l
n

∂X l
m

=











wl
nm si l ̸= 0
1 si l = 0 et m = n
0 sinon

.

Le terme restant de la dérivée,
∂f l

(

A⃗l
)

∂A⃗l
, est dépendant de la fonction de transfert

utilisée par la couche du réseau de neurones.

• Fonction dŠactivation sigmoïde

f s(x) =
1

1 + e−x
→ ∂f s(x)

∂x
=

e−x

(1 + e−x)2 . (B.9)

• Fonction dŠactivation tangente hyperbolique

f t(x) = tanh(x)→ ∂f t(x)

∂x
=
(

1− tanh2(x)
)

. (B.10)

• Fonction dŠactivation linéaire

f l(x) = x→ ∂f s(x)

∂x
= 1. (B.11)

Au Ąnal, pour toute couche différente de la couche dŠentrée (l ̸= 0), cŠest-à-dire pour
toute couche effectuant une transformation et ayant des poids et des biais, on peut écrire :

J
(

T l, X⃗ l
)

=





















wl
1,1

∂f l
(

Al
1

)

∂Al
1

· · · wl
1,N l

n

∂f l
(

Al
1

)

∂Al
1

...
. . .

...

wl
N l−1

n ,1

∂f l
(

Al
N l

n

)

∂Al
N l

n

· · · wl
N l−1

n ,N l
n

∂f l
(

Al
N l

n

)

∂Al
N l

n

.





















(B.12)
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B.2 Dérivées des fonctions de symétrie

Nous cherchons à déterminer lŠexpression analytique des forces répulsives (B.4),

F rep,NN
i,α = −

Nboite
atomes
∑

j=1

∂NN (G(Rj))

∂G(Rj)
·
∂G(Rj)

∂ri,α

, α = ¶x, y, z♢ ,

et avons déĄni une démarche permettant dŠévaluer le premier terme du produit précédem-
ment (voir. B.1). Pour rappel (voir 5.4.1), les fonctions de symétrie centrées sur les atomes
sont réparties en deux catégories. DŠune part, les fonctions de symétrie radiales (5.12)
sont constituées dŠinteractions de paires.

Gi
2 =

N i
vois
∑

j=1

g2(rij) =
N i

vois
∑

j=1

e−η(rij−rs)2

· fcut(rij).

DŠautre part, les fonctions de symétrie angulaires (5.13) se composent dŠinteractions
de triplets dŠatomes.

Gi
4 =

N i
vois
∑

j=1

N i
vois
∑

k=1
k ̸=j

g4 (rij, rik, rjk)

= 21−ζ
N i

vois
∑

j=1

N i
vois
∑

k=1
k ̸=j

(1 + λ cos θijk)ζ
· e−ηr2

ij · e−ηr2
ik · e−ηr2

jk · fcut(rij) · fcut(rik) · fcut(rjk).

Dans ces deux déĄnitions, les fonctions de coupure utilisées sont les mêmes (5.11).

fcut(r) =

{

tanh3
(

1− r
rcut

)

si 0 < r < rcut,

0 sinon .

Ces fonctions de symétrie sont appliquées à lŠenvironnement atomique Ri dŠun atome
i ; elles sont dépendantes de la position r⃗i de lŠatome central de lŠenvironnement, mais
aussi de celles de tous ses voisins ¶r⃗j♢N i

vois

j=1 . On cherche à calculer ∂Gi
∂rk,α

, et on doit donc

déterminer la dérivée par rapport à trois types dŠatomes :

• r⃗k = r⃗i, où lŠon dérive par rapport à la position de lŠatome central de lŠenvironne-
ment. Dans ce cas, les dérivées de chacun des termes de la somme sont à évaluer
et on a :

∂Gi
2

∂ri,α

=
N i

vois
∑

j=1

∂g2(rij)

∂ri,α

et
∂Gi

4

∂ri,α

=
N i

vois
∑

j=1

N i
vois
∑

k=1
k ̸=j

∂g4 (rij, rik, rjk)

∂ri,α

.
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• r⃗k ∈ ¶r⃗j♢N i
vois

j=1 , cŠest-à-dire dans le cas où k est un atome voisin de i. LŠatome k
contribue au calcul des fonctions de symétrie ; seules les dérivées de ses contribu-
tions doivent être déterminées :

r⃗k ∈ ¶r⃗j♢N i
vois

j=1 ,
∂Gi

2

∂rk,α

=
∂g2(rij)

∂rk,α

et
∂Gi

4

∂rk,α

=
N i

vois
∑

j=1
j ̸=k

∂g4 (rij, rik, rjk)

∂rk,α

.

• r⃗k ̸∈ ¶r⃗j♢N i
vois

j=1 , auquel cas k nŠappartient pas au voisinage de i et ne contribue pas
au calcul des fonctions de symétrie ; la dérivée est donc nulle.

r⃗k ̸∈ ¶r⃗j♢N i
vois

j=1 ,
∂Gi

2

∂rk,α

=
∂Gi

4

∂rk,α

= 0.

B.2.1 Dérivées des fonctions de symétrie radiales

En rappelant que
g2(rij) = e−η(rij−rs)2

· fcut (rij) ,

et avec la distance inter-atomique rij =
√

(ri,x − rj,x)2 + (ri,y − rj,y)2 + (ri,z − rj,z)2, on
remarque quŠil est là encore possible dŠappliquer le théorème de dérivation des fonctions
composées.

∂g2 (rij)

∂rk,α

=
∂g2 (rij)

∂rij

∂rij

∂rk,α

, k = ¶i, j♢ .

Intéressons nous à la dérivée de la distance rij par rapport aux positions de i ou de
j. On remarque que :

∂rij

∂ri,α

=
ri,α − rj,α

rij

= − ∂rij

∂rj,α

, (B.13)

dŠoù
g2(rij)
∂ri,α

= −g2(rij)
∂rj,α

: nous pouvons nous contenter de calculer
g2(rij)
∂ri,α

. Il nous reste

à évaluer la dérivée de la fonction de symétrie par rapport à la distance.

∂g2(r)

∂r
=

∂

∂r

[

e−η(r−rs)2

· fcut(r)
]

=
∂e−η(r−rs)2

∂r
· fcut(r) + e−η(r−rs)2

·
∂fcut(r)

∂r
.

La dérivée de la partie exponentielle se calcule comme :

∂e−η(r−rs)2

∂r
= −2η· (r − rs) · e−η(r−rs)2

,

et la seconde dérivée dépend évidemment de la fonction de coupure choisie ; nous nous
plaçons dans le cas où lŠon utilise une fonction de coupure de type tangente hyperbo-
lique (5.11).
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∂fcut(r)

∂r
=















3
rcut

·
tanh2

(

1− r
rcut

)

cosh2

(

1− r
rcut

) si 0 < r < rcut,

0 sinon .

(B.14)

Nous avons donc le nécessaire pour exprimer les dérivées des fonctions de symétrie ra-
diales.

∂Gi
2

∂ri,α

=
N i

vois
∑

j=1

ri,α − rj,α

rij

· e−η(rij−rs)2

[

∂fcut(rij)

∂rij

− 2η· (rij − rs) · fcut(rij)

]

∂Gi
2

∂rk,α

=
rk,α − ri,α

rik

· e−η(rik−rs)2

[

∂fcut(rik)

∂rik

− 2η· (rik − rs) · fcut(rik)

]

.

(B.15)

B.2.2 Dérivées des fonctions de symétrie angulaires

Le calcul des dérivées des fonctions de symétrie angulaires est similaire au calcul
effectué précédemment (voir. B.2.1). Le processus est cependant beaucoup plus long et
volumineux.

On cherche à calculer la dérivée de g4(rij, rik, rjk). Ici, deux cas sont à considérer - le
cas où lŠon dérive par rapport à la position de lŠatome central i et celui où lŠon dérive par
rapport à la position de lŠun des voisins, j ou k. Ces deux cas sont relativement similaires ;
la seule différence réside dans la dérivée de la partie angulaire. Pour commencer, détaillons
la dérivée par rapport à r⃗i, la position de lŠatome central.

∂g4(rij, rik, rjk)

∂ri,α

= 21−ζ · e−ηr2
jk · fcut(rjk)

× ∂

∂ri,α

[

(1 + λ cos(θijk))ζ e−η(r2
ij+r2

ik
)fcut(rij)fcut(rik)

]

.

AĄn dŠidentiĄer précisément ce que lŠon doit calculer, séparons cette dérivée en quatre
termes.

∂

∂ri,α

[

(1 + λ cos(θijk))ζ e−η(r2
ij+r2

ik
)fcut(rij)fcut(rik)

]

=

∂ (1 + λ cos(θijk))ζ

∂ri,α

e−η(r2
ij+r2

ik
)fcut(rij)fcut(rik)

+ (1 + λ cos(θijk))ζ ∂e
−η(r2

ij+r2
ik

)

∂ri,α

fcut(rij)fcut(rik)

+ (1 + λ cos(θijk))ζ e−η(r2
ij+r2

ik
)∂fcut(rij)

∂ri,α

fcut(rik)

+ (1 + λ cos(θijk))ζ e−η(r2
ij+r2

ik
)fcut(rij)

∂fcut(rik)

∂ri,α

.

(B.16)
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Où les termes à calculer sont :

• La partie angulaire des fonctions de symétrie g4.
∂(1+λ cos(θijk))

ζ

∂ri,α

∂ (1 + λ cos(θijk))ζ

∂ri,α

=
∂ (1 + λ cos(θijk))ζ

∂θijk

θijk(ri,α)

∂ri,α

.

Calculons tout dŠabord

∂ (1 + λ cos(θijk))ζ

∂θijk

= −λζsin(θijk)(1 + λcos(θijk))ζ−1.

Utilisons la loi des cosinus pour exprimer θijk :

θijk = arccos

(

r2
ij(ri,α) + r2

ik(ri,α)− r2
jk

2rij(ri,α)rik(ri,α)

)

= arccos(h(ri,α)).

où h(ri,α) =
r2

ij(ri,α)+r2
ik

(ri,α)−r2
jk

2rij(ri,α)rik(ri,α)
. On peut donc calculer

∂θijk(ri,α)

∂ri,α

=
∂ arccos (h(ri,α))

∂ri,α

=
∂ arccos(h)

∂h

∂h(ri,α)

∂ri,α

=
−1

√

(1− h2)

∂h(ri,α)

∂ri,α

.

Dérivons maintenant h(ri,α) =
r2

ij(ri,α)+r2
ik

(ri,α)−r2
jk

2rij(ri,α)rik(ri,α)
= hhaut(ri,α)

hbas(ri,α)

∂ hhaut(ri,α)

hbas(ri,α)

∂ri,α

=

∂hhaut(ri,α)

∂ri,α
hbas(ri,α)− hhaut(ri,α)∂hbas(ri,α)

∂ri,α

(hbas(ri,α))2
.

AĄn dŠobtenir la dérivée de hhaut(ri,α) = r2
ij(ri,α) + r2

ik(ri,α)− r2
jk, rappelons (B.13)

que ∂rij(ri,α)

∂ri,α
= ri,α−rj,α

rij
, dŠoù

∂r2
ij(ri,α)

∂ri,α
= 2(ri,α − rj,α), et

∂hhaut(ri,α)

∂ri,α

=
∂(r2

ij(ri,α) + r2
ik(ri,α)− r2

jk)

∂ri,α

= 4ri,α − 2rj,α − 2rk,α.

Ensuite, la dérivée de hbas(ri,α) = 2rij(ri,α)rik(ri,α) est :

∂hbas(ri,α)

∂ri,α

=
∂(2rij(ri,α)rik(ri,α))

∂ri,α

= 2

[

rik

rij

(ri,α − rj,α) +
rij

rik

(ri,α − rk,α)

]

.

Nous pouvons désormais réécrire

∂h(ri,α)

∂ri,α

=

2rijrik (2ri,α − rj,α − rk,α)− (r2
ij + r2

ik − r2
jk)
[

rik

rij
(ri,α − rj,α) + rij

rik
(ri,α − rk,α)

]

2r2
ijr

2
ik

.

On peut Ąnalement exprimer la dérivée de θijk :
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∂θijk

∂ri,α

=
−1

√

1− (r2
ij

+r2
ik

−r2
jk

)2

4r2
ij

r2
ik

×
2rijrik (2ri,α − rj,α − rk,α)− (r2

ij + r2
ik − r2

jk)
[

rik

rij
(ri,α − rj,α) + rij

rik
(ri,α − rk,α)

]

2r2
ijr

2
ik

.

Nous pouvons enĄn exprimer la dérivée analytique de la partie angulaire des fonc-
tions de symétrie g4 que nous cherchons à calculer.

∂ (1 + λ cos(θijk))ζ

∂ri,α

= −λζsin(θijk)(1 + λ cos(θijk))ζ−1 −1
√

1− (r2
ij

+r2
ik

−r2
jk

)2

4r2
ij

r2
ik

·

2rijrik (2ri,α − rj,α − rk,α)− (r2
ij + r2

ik − r2
jk)
[

rik

rij
(ri,α − rj,α) + rij

rik
(ri,α − rk,α)

]

2r2
ijr

2
ik

.

(B.17)

• La partie exponentielle des fonctions de symétrie g4. ∂e
−η(r2

ij
+r2

ik
)

∂ri,α

∂e−η(r2
ij+r2

ik
)

∂ri,α

=
∂e−ηr2

ij

∂ri,α

e−ηr2
ik + e−ηr2

ij
∂e−ηr2

ik

∂ri,α

.

Cela requiert

∂e−ηr2
ij(ri,α)

∂ri,α

=
∂e−ηr2

ij

∂rij

∂rij(ri,α)

∂ri,α

= −2ηe−ηr2
ij × (ri,α − rj,α).

On a donc

∂e−η(r2
ij+r2

ik
)

∂ri,α

= −2η(ri,α − rj,α)e−ηr2
ije−ηr2

ik − 2ηe−ηr2
ij (ri,α − rk,α)e−ηr2

ik

= −2ηe−η(r2
ij+r2

ik
) (2ri,α − rj,α − rk,α) .

(B.18)

• ∂fcut(rij)

∂ri,α
→ calculé avec lŠéquation (B.14).

• ∂fcut(rik)
∂ri,α

→ calculé avec lŠéquation (B.14).

Une fois tous ces termes calculés explicitement, on peut réécrire lŠéquation B.16 pour
exprimer analytiquement les dérivées des fonctions g4.
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∂g4(rij, rik, rjk)

∂ri,α

= g4(rij, rik, rjk)×









−λζ sin(θijk)

(1 + λ cos(θijk)

−1
√

1− (r2
ij

+r2
ik

−r2
jk

)2

4r2
ij

r2
ik

·

2rijrik (2ri,α − rj,α − rk,α)− (r2
ij + r2

ik − r2
jk)
[

rik

rij
(ri,α − rj,α) + rij

rik
(ri,α − rk,α)

]

2r2
ijr

2
ik

−2η (2ri,α − rj,α − rk,α) +
ri,α − rj,α

rij

∂fcut(rij)

∂rij

fcut(rij)
+
ri,α − rk,α

rik

∂fcut(rik)
∂rik

fcut(rik)



 .

(B.19)

Dans le cas où lŠon sŠintéresse non plus à la dérivée par rapport à la position de
lŠatome central i mais par rapport à la position de lŠun des voisins j (ou k, similairement),
∂g4(rij ,rik)

∂rj,α
, quelques modiĄcations sont de mise :

• pour ∂fcut(rij)

∂rj,α
, ∂fcut(rjk)

∂rj,α
et ∂e

−η(r2
ij

+r2
jk

)

∂rj,α
rien ne change.

• Dans la dérivation de
∂(1+λ cos(θijk))

ζ

∂rj,α
, il nous faut évaluer la dépendance en rj,α de

h.

h(rj,α) =
r2

ij(rj,α) + r2
ik − r2

jk(rj,α)

2rij(rj,α)rik

=
hhaut(rj,α)

hbas(rj,α)
.

On peut réécrire :

∂hhaut(rj,α)

∂rj,α

= 2(rk,α − ri,α) au lieu de 4rj,α − 2ri,α − 2rk,α,

et

∂hbas(rj,α)

∂rj,α

= 2
rik

rij

(rj,α − ri,α) au lieu de 2

[

rjk

rij

(rj,α − ri,α) +
rij

rjk

(rj,α − rk,α)

]

.

La dérivée de h est désormais :

h(rj,α)

∂rj,α

=
2rijrik(rk,α − ri,α)− rik

rij
(r2

ij + r2
ik − r2

jk)(rj,α − ri,α)

r2
ijr

2
ik

.

On peut donc réécrire la dérivée Ąnale en fonction de la position de j.
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∂g4(rij, rik, rjk)

∂rj,α

=g4(rij, rik, rjk)×









−λζ sin(θijk)

1 + λ cos(θijk)

−1
√

1− (r2
ij

+r2
ik

−r2
jk

)2

4r2
ij

r2
ik

·

2rijrik(rk,α − ri,α)− rik

rij
(r2

ij + r2
ik − r2

jk)(rj,α − ri,α)

r2
ijr

2
ik

−2η (2rj,α − ri,α − rk,α) +
rj,α − ri,α

rij

∂fcut(rij)

∂rij

fcut(rij)
+
rj,α − rk,α

rjk

∂fcut(rjk)

∂rjk

fcut(rjk)



 .

(B.20)
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Annexe C

Inclusion des outils dŠapprentissage
automatique dans DFTB+

LŠidée ici est dŠexpliquer en détail la jonction entre la méthode DFTB et les ou-
tils dŠapprentissage automatique, des choix techniques de lŠinterfaçage à lŠévaluation de
ses performances. Ce chapitre se construit suivant ces deux directions : dŠune part, une
présentation succincte de DFTB+, de la greffe en son sein des outils dŠapprentissage au-
tomatique et des spéciĄcités associées, et dŠautre part une étude comparative du coût
numérique par rapport aux anciennes implémentations des potentiels répulsifs.

C.1 Intégration dans DFTB+

Nous avons vu dans le chapitre 3 que lŠénergie répulsive du système est historique-
ment calculée comme une somme de contributions de paires. En conséquence, la nouvelle
représentation de ce terme comme une somme de contributions atomiques à plusieurs
corps implique un changement conceptuel notable, que lŠon rencontre inévitablement en
se confrontant au code.

Cette section sŠattache, dans un premier temps, à présenter la structure globale de
DFTB+ et plus particulièrement le détail du calcul des interactions répulsives. Par la
suite, on propose de présenter une librairie Fortran, développée au cours de cette thèse
et permettant dŠutiliser des réseaux de neurones et des fonctions de symétrie dans une
logique fortement orientée vers la simulation atomistique.

C.1.1 Fonctionnement de DFTB+

La structure de DFTB+ permet en principe une forte évolutivité et facilite lŠintégra-
tion de nos outils : le code est très granulaire et les interdépendances sont moindres. Dès
la prise en main du code, on identiĄe immédiatement les parties dédiées, entre autres,
aux solveurs des parties électroniques, aux différents outils de dynamique moléculaire ou
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dŠoptimisation de géométrie ou encore la gestion des entrées et sorties. LŠidentiĄcation
des ajouts requis pour une nouvelle implémentation est directe ; les régions du code à
modiĄer sont minimales, réduites aux strictes contraintes inhérentes au modèle.

Évidemment, cŠest également le cas pour le traitement des interactions répulsives.
On se propose de présenter spéciĄquement deux points, à savoir la structure de leur
implémentation dŠune part, et dŠautre part comment on les utilise dans DFTB+.

Dans le code, le traitement des potentiels répulsifs est construit autour de deux types
dŠinteractions de paires : les types repPoly, traitant des potentiels répulsifs de type poly-
nomiaux, et repSplines, permettant dŠutiliser des potentiels répulsifs construits par mor-
ceaux 1.

Les différents types dŠinteractions répulsives sont cachées au reste du code, qui ne
voit quŠun objet plus global, de type repCont et qui tient lieu de conteneur. Ce choix
de construction est extrêmement pertinent, notamment dans le cas où plusieurs éléments
chimiques sont inclus dans la boîte de simulation : il est possible, voir même inévitable,
que les différents éléments chimiques interagissent différemment entre eux. Non seule-
ment les paramètres des différents polynômes et splines ne sont pas identiques selon que
lŠon considère par exemple une liaison Si-Si ou Si-O, mais il est également possible que
lŠun des potentiels soit polynomial et que lŠautre soit de type splines. Ainsi, au lieu de
sŠembarrasser à manipuler un nombre indéĄni dŠinstances de repPoly et repSplines, on les
range dans un conteneur repCont, aisé à manipuler pour le reste du code.

EnĄn, il est nécessaire de faire le lien entre les autres parties du code, qui fournissent
des positions atomiques et qui récupèrent en sortie les énergies et forces répulsives, et les
types repPoly et repSplines contenus dans repCont, qui ne manipulent que des distances
interatomiques. Ce lien est fait par un jeu de routines, contenues dans le bien-nommé
ńrepulsives.F90ż. LŠidée est simple : à partir des positions des atomes de la boîte (et
de leurs éventuelles images périodiques), on isole les paires dŠatomes à transmettre au
conteneur repCont et on récupère et retourne les énergies et forces répulsives.

Celles-ci sont seulement convoquées en quelques endroits spéciĄques de DFTB+, dont
les plus évidents sont les appels au calcul de lŠénergie de boîte, appelés à chaque fois que
lŠon traite une géométrie donnée du système. Le calcul des forces répulsives est lui sollicité
lorsque... la méthode requiert de calculer les forces. Cette évidence à part, les dérivées de
lŠénergie répulsive sont également nécessaires pour détermines les contraintes subies par
le système via le calcul du stress.

C.1.2 Vue générale de la librairie et interfaçage

Le code DFTB+ étant écrit en fortran, nous avons choisi de développer une librairie
sur-mesure, reposant sur les normes orientées objet Fortran 2003 et Fortran 2008. Celles-
ci implémentent les outils conceptuels nécessaires à notre application, que lŠon présente
ci-après (voir C.1.2.1).

1. LŠanglicisme splines sŠest imposé dans lŠusage en mathématiques pour désigner les fonctions déĄnies
par plusieurs polynômes appliqués chacun sur des morceaux dŠintervalles.
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Ce choix de développement, plutôt que lŠemploi dŠoutils généraux (type TensorĆow)
ou spéciĄques (comme N2P2 ) se justiĄe de lui-même : au-delà de lŠaspect didactique
évident dŠun tel exercice, il sŠagit surtout la promesse dŠun interfaçage aisé, propre et
efficace à DFTB+.

Cependant, il est à noter que lŠunique mode de fonctionnement requis pour cette librai-
rie est le calcul de lŠénergie répulsive (et des forces répulsives) dŠune boîte de simulation
avec des réseaux de neurones. Autrement dit, il nŠest pas nécessaire que la librairie soit en
mesure dŠoptimiser un réseau de neurones, puisque ce processus peut sŠeffectuer de ma-
nière complètement indépendante de DFTB+. Ainsi, et si la librairie sŠenorgueillit tout de
même de lŠalgorithme de rétropropagation du gradient appliqué aux énergies répulsives de
boîtes et aux forces répulsives (voir 6.2.1), on délègue en pratique lŠétape dŠoptimisation
à un logiciel externe spécialisé - N2P2 - qui utilise des algorithmes dŠoptimisation plus
raffinés et efficaces (voir 6.2.2).

C.1.2.1 Structure du code

En cherchant à rendre compte de la méthodologie globale présentée dans la trame
principale des présents travaux, la librairie se construit autour de trois idées centrales.

DŠune part, il est évidemment capital de manipuler aisément les notions relatives
aux positions atomiques, point de départ de toute application. Ainsi, la déĄnition dŠun
environnement atomique est lŠune des clés de voûte de notre modèle ; de nombreux ou-
tils et concepts sŠy rattachent, comme par exemple la boîte de simulation, qui est une
composition dŠenvironnements.

DŠautre part, les observables de sortie, cŠest-à-dire Erep et Frep, sont le fruit du calcul
effectué par un réseau de neurones. Là encore, le traitement des données gérées par le
réseau, mais aussi les couches et neurones le constituant sont directement liés à ce concept.

EnĄn, la troisième pierre angulaire du modèle, le concept de descripteur (et particuliè-
rement de fonctions de symétrie centrées sur les atomes - acsf ), lie les deux précédentes.
Cet objet, collection de jeux de paramètres, permet de manipuler les positions atomiques
des environnements, et de produire les descripteurs et leurs dérivées requis par les réseaux
de neurones.

Un diagramme UML 2 de la librairie est disponible plus loin annexe D) - on ne montre
pas la plupart des routines privées des différentes classes par souci de lisibilité. La struc-
ture se veut épurée, et la construction est relativement explicite : une boîte est composée
dŠenvironnements, un réseau de neurones est composé de couches, elles-même composées
de briques élémentaires, les neurones. Le principal apport de la programmation orientée
objet réside dŠailleurs du côté des couches (Layer) des réseaux, et plus particulièrement sur
la possible spécialisation des instances de ces classes dans deux classes Ąlles : les couches
dŠentrées (Input_layer) et de sortie (Output_layer). Dans cet exemple de cas dŠutilisa-

2. Unified Modeling Language, ou Langage de Modélisation UniĄé. Formalisme de modélisation gra-
phique pour les applications orientées objet, permettant une visualisation conceptuelle affranchie des
contraintes du langage utilisé.
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tion de lŠhéritage, le fonctionnement pratique des deux classes Ąlles est très proche de la
classe mère, mais leurs différences conceptuelles sont assurées par construction.

Par ailleurs, et dans un objectif dŠévolutivité maximale, il semble souhaitable de créer
une classe abstraite Descriptor dont acsf hériterait, et qui guiderait lŠéventuelle création
dŠune nouvelle classe Ąlle implémentant une alternative aux calculs de descripteur. En
pratique, lŠabsence de ce Ąlet de sûreté, initialement présent, est assez peu dommageable :
les calculs de descripteurs sont uniquement voués à retourner un vecteur de réels, et
aucune instance de ces classes nŠest manipulée par dŠautres objets du code. LŠajout dŠune
classe abstraite ajoute une sécurité conceptuelle certaine, mais on peut aisément nuancer
lŠimpérativité dŠun tel choix. On peut en effet arguer que, au-delà de complexiĄer la
compréhension sémantique du code pour un non initié au formalisme objet, la présence
dŠune classe abstraite imposerait un squelette aux futures implémentations qui serait
au mieux superĆu, et au pire contre productif car restreignant trop les futurs ajouts.
Un exemple pertinent pour sŠen convaincre est la méthode des matrices de Coulomb
(voir 5.4.2.2), qui ne concentre plus sa représentation autour dŠenvironnements atomiques
mais dŠenvironnements de liaisons et qui présente de nombreuses contraintes inhérentes
spéciĄques, telles quŠentre autres la gestion de la taille de son vecteur de sortie. Dans un
tel cas, la structure imposée par une éventuelle classe abstraite Descriptor dont acsf et
les matrices de Coulomb hériteraient serait absurdement simpliste (retourner uniquement
un vecteur de réels) et donc plutôt inutile.

Globalement, la logique de la librairie est simple : la manipulation des entrées et
sorties peut se faire sur disque. Ainsi, on peut lire (et si besoin écrire) des environne-
ments atomiques, des boîtes de simulation, des paramètres de fonctions de symétrie et
des réseaux de neurones dans des Ąchiers textes formatés ; on manipule ensuite librement
des instances de ces classes. À lŠinverse, il est tout à fait envisageable de transmettre
les informations importantes (positions atomiques, paramètres de descripteurs ou de ré-
seau de neurones) par un code utilisant la librairie (tel que DFTB+ par exemple). En
elle-même, la librairie nŠa que deux principales applications : vériĄer la précision dŠun
réseau de neurones sur un jeu de données (processus de calcul), et optimiser un réseau
avec lŠalgorithme de rétropropagation sur un jeu de données (processus dŠapprentissage,
inutilisé dans DFTB+).

C.1.2.2 Normalisation

Avant de sŠintéresser à lŠinterfaçage de la librairie au code DFTB+, attardons nous sur
les différentes normalisations opérées aĄn de faciliter le calcul. Il sŠagit de celles opérées
par N2P2 en interne ; elles sont implémentées au sein de la librairie car leur pertinence
est analogue dans le cas où lŠon veut reproduire des potentiels répulsifs.

Tout dŠabord, on veut assurer que lŠécart type des énergies normalisées soit égal à 1.
Pour cela, on divise toutes les énergies par lŠécart-type calculé sur le jeu de données de
référence.
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σE =

√

√

√

√

1

Nboites − 1

Nboites
∑

i=1

(

Ei

N i
atomes

− < E >

)2

.

On note ici < E > lŠénergie moyenne par atome :

< E >=
1

Nboites

Nboites
∑

i=1

Ei

N i
atomes

.

Au passage, remarquons que lŠon calcule lŠécart-type σE en appliquant la correction
de Bessel : on divise la somme par n − 1 plutôt que par n. Cette correction est fré-
quemment utilisée dans le cas où lŠon considère un échantillon de la population totale
que lŠon souhaite représenter. Elle assure que la moyenne des écarts-types calculés sur
tous les échantillons possibles soit égale à lŠécart-type calculé sur la population totale. Ce
choix semble pertinent dans notre cas, où les énergies présentes dans le jeu de données
dŠapprentissage ne constituent évidemment pas lŠintégralité des énergies possibles pour
les systèmes que lŠon veut représenter.

Par ailleurs, on translate les énergies répulsives de référence de < E >, pour que la
moyenne des énergies translatées par atome présentes dans le jeu de référence soit nulle.
On tient également compte de lŠénergie dŠun atome isolé Eat de manière à ce que les
valeurs de lŠénergie tendent à sŠannuler au longues distances 3. On peut donc associer
Econv = 1

σE
à un facteur de conversion en énergies, et la normalisation sŠécrit au Ąnal :

Enorm
i = Ei × Econv −N i

atomes · (< E > +Eat) .

En raison de la normalisation des énergies présentée précédemment, les forces sont
modiĄées et sŠécrivent :

− ∂

∂rj,α

[

Ei × Econv −N i
atomes · (< E > +Eat)

]

= Fj,α × Econv.

De la même manière, on cherche à assurer que lŠécart type des forces soit égal à 1. Ici,
on a :

σF =

√

√

√

√

√

1

3N total
atomes − 1

Nboites
∑

i=1

N i
atomes
∑

j=1

∑

α=¶x,y,z♢

(Fj,α− < F >)2.

où N total
atomes =

Nboites
∑

i=1
N i

atomes, et :

< F >=
1

3N total
atomes

Nboites
∑

i=1

N i
atomes
∑

j=1

∑

α=¶x,y,z♢

Fj,α.

3. En principe, notre construction (voir 7.1.3) veut que lŠénergie répulsive dŠatomes isolés soit nulle ;
par souci de généralisation, nous laissons tout de même la possibilité de modiĄer ce paramètre.
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On peut identiĄer Lconv = σF

σE
comme un facteur de conversion de longueurs, et on a

donc au Ąnal :
F norm

j,α = Fj,α ×
Econv

Lconv

.

Ces choix de normalisation permettent donc de faciliter le travail de représentation du
réseau de neurones par la modiĄcation de la distribution des valeurs cibles de référence.
Conjointement, il semble très pertinent dŠavoir une approche similaire pour les vecteurs
dŠentrée des réseaux ; intéressons nous à la normalisations des descripteurs. Plusieurs
stratégies sont possibles :

• on peut translater les descripteurs à lŠintérieur dŠun intervalle [Smin, Smax].

Gnorm = Smin + (Smax − Smin)
G−Gmin

Gmax −Gmin

.

• on peut simplement sŠassurer que la valeur moyenne des descripteurs soit nulle.

Gnorm = G− < G > , où < G >=
1

NACSF

NACSF
∑

i=1

Gi.

• on peut chercher à prédéterminer la moyenne des descripteurs < Gnorm >= Smin,
et à sŠassurer quŠils soient dans un intervalle Ąxe [2Smin − Smax, Smax].

Gnorm = Smin + (Smax − Smin)
G− < G >

Gmax −Gmin

.

Preuves :

< Gnorm > =
1

NACSF

NACSF
∑

i=1

[

Smin + (Smax − Smin)
Gi− < G >

Gmax −Gmin

]

= Smin −
Smax − Smin

Gmax −Gmin

×


< G > − 1

NACSF

NACSF
∑

i=1

Gi



 = Smin.

et, puisque Smax > Smin :

−1 ≤ G− < G >

Gmax −Gmin

≤ 1

− (Smax − Smin) ≤ (Smax − Smin) ·
G− < G >

Gmax −Gmin

≤ (Smax − Smin)

2Smin − Smax ≤ Gnorm ≤ Smax.

• enĄn, on peut souhaiter avoir un jeu de descripteurs distribués de manière à avoir
un écart-type égal à σnorm = Smax − Smin et de moyenne < Gnorm >= Smin.

Gnorm = Smin + (Smax − Smin) ·
G− < G >

σ
.

Tout comme précédemment, lŠécart-type σ utilise la correction de Bessel.

σ =

√

√

√

√

1

NACSF − 1

NACSF
∑

i=1

(Gi− < G >)2.
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Preuves :

< Gnorm > =
1

NACSF

NACSF
∑

i=1

[

Smin + (Smax − Smin)
Gi− < G >

σ

]

= Smin −
Smax − Smin

σ
×


< G > − 1

NACSF

NACSF
∑

i=1

Gi



 = Smin.

ce qui nous permet de calculer lŠécart-type

σnorm =

√

√

√

√

1

NACSF − 1

NACSF
∑

i=1

[

Smin +
Smax − Smin

σ
(Gi− < G >)− < Gnorm >

]2

=

√

√

√

√

1

NACSF − 1

NACSF
∑

i=1

[

Smax − Smin

σ
(Gi− < G >)

]2

=
Smax − Smin

σ
×
√

√

√

√

1

NACSF − 1

NACSF
∑

i=1

(Gi− < G >)2

= Smax − Smin.

Le choix parmi toutes ces approches est laissé à lŠutilisateur (par le biais de mots-clés)
et il Ąxe également la valeur des constantes Smin et Smax.

C.1.2.3 Interfaçage à DFTB+

Comme présenté précédemment (voir C.1.1), on peut complètement résumer les poten-
tiels répulsifs historiquement intégrés à DFTB+ en deux types dŠinteractions de paires
(repPoly et repSplines), accessibles indirectement aux autres parties du code (calculs
dŠénergies, de forces et de stress) qui appellent les routines de calculs contenues dans
ńrepulsive.F90ż en manipulant un conteneur (repCont). En substance, il sŠagit des prin-
cipaux éléments dont nous devons tenir compte pour greffer la librairie au code.

Ainsi, on crée un troisième type repNeural, à la structure très proche de repPoly et
repSplines, et qui est amené à être manipulé de manière analogue par une instance du
conteneur repCont. La différence majeure de ce nouveau type vis-à-vis de ses aînés est
cependant notable : si jusque là on considérait uniquement des potentiels de paire, notre
ajout demande de représenter des interactions à plusieurs corps, cŠest-à-dire de prendre
en compte de lŠintégralité de lŠenvironnement dŠun atome.

Cette divergence sémantique constitue lŠunique déĄ majeur de cet interfaçage. Le
code DFTB+ propose en pratique un accès à une liste de voisins 4 très proche du concept
dŠenvironnement atomique tel quŠon lŠa déĄnit ; ceci-dit, cette liste de voisins est pensée
pour des interactions de paires, et quelques ajustements sont de mise.

Premièrement, et de manière assez triviale, il faut sŠassurer de fournir à la librairie
une liste de voisins ne contenant que les interactions couvertes par ses outils : le potentiel

4. Liste des index et des positions des atomes proches dŠun atome spéciĄque, avec possible prise en
compte des éventuelles images périodiques nécessaires.
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répulsif sélectionné dépend du type dŠéléments chimiques en jeu, mais cette sélection nŠest
immédiate que lorsque lŠon ne considère que des paires dŠatomes. Prenons par exemple
le cas où lŠon a deux éléments chimiques Si et O présents dans la boîte. Supposons que
nous ne sommes en capacité de représenter que les interactions Si-Si avec nos outils, et
les interactions Si-O ou O-O sont respectivement traitées avec un potentiel polynômial
et de type splines. Il faut dans un premier temps ignorer tous les atomes dŠoxygène des
différents environnements pour déterminer les contributions Si-Si à plusieurs corps, puis
retomber efficacement sur le fonctionnement par défaut de DFTB+ pour sélectionner le
potentiel de paire approprié pour gérer les paires Si-O et O-O.

Par ailleurs, la liste de voisins manipulée par DFTB+ utilise intelligemment une pro-
priété clé des interactions de paires : la symétrie du potentiel répulsif pour une paire
dŠatomes donnée. Comme on ne tient compte que des distances rAB entre atomes, lŠéner-
gie Vrep(rAB) exercée par A sur B est la même que celle Vrep(rBA) exercée par B sur A.
En conséquence, les listes de voisins sont construites pour ne tenir compte quŠune seule
fois de chaque paire : si on a déjà la paire A-B, on nŠa pas besoin de B-A. Cela sŠeffectue
en nŠincluant un atome à la liste de voisin dŠun autre que si son index est supérieur. Mis
en équation, cela équivaut à

Erep =
Natomes
∑

A=1

Natomes
∑

B>A

Vrep (rAB) .

Ce choix est extrêmement courant car il permet de réduire drastiquement le temps de
calcul : dŠun coût en O(N2), on passe à un coût O(N logN), où N = Natomes. Cependant,
il nŠest plus possible dŠeffectuer cette simpliĄcation si le potentiel considéré nŠest pas un
potentiel de paire. Une autre modiĄcation à la liste de voisins est donc de mise, et nous
force à reconstruire une liste complète assurant que si A appartient à la liste de B, alors
lŠinverse doit aussi être vrai. Ce processus est mérite une attention particulière dans le
cas de systèmes périodiques, car si A est voisin dŠune image périodique de B, il faut
identiĄer lŠimage périodique de A voisine de B (Fig. C.1), et lŠune de ces images ne sera
pas présente dans la liste de voisins orientée vers les interactions de paires.

Une fois les listes de voisins convenablement construites, la création dŠenvironnements
atomique Ri est immédiate. On est alors à même de calculer les vecteurs descripteurs
Gi associés, utilisés par le réseau de neurones pour retourner les contributions atomiques
Ei,NN

rep à lŠénergie répulsive.

Par déĄnition (B.2), le réseau de neurones calcule la composante α = ¶x, y, z♢ de la
force répulsive F rep,NN

i,α appliquée sur lŠatome i comme :

F rep,NN
i,α = −

Nboite
atomes
∑

j=1

∂Ej,NN
rep

∂ri,α

,

que lŠon réécrit

F rep,NN
i,α = −

Nboite
atomes
∑

j=1

∂Ej,NN
rep

∂Gj

·
∂Gj

∂ri,α

,
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Figure C.1 Ű Sélection dŠimages périodiques pour reconstruire la liste de voisins.

or, on sait que ∂Gj

∂ri,α
̸= 0 si i ∈ Rj, cŠest-à-dire si i = j ou rij < rcut.

F rep,NN
i,α = −∂E

i,NN
rep

∂Gi

·
∂Gi

∂ri,α

−
N i

voisins
∑

j=1

∂Ej,NN
rep

∂Gj

·
Gj

∂ri,α

.

Ici, on remarque que la force exercée sur lŠatome i ne dépend pas que de son propre
environnement atomique Ri, mais aussi de celui de tous ses voisins. En conséquence, lors
du calcul par un réseau de neurones de lŠénergie répulsive dŠun atome, on retourne si
besoin la contribution aux forces appliquées sur cet atome mais aussi sur tous ses voisins.

C.2 Utilisation et performance

Du point de vue de lŠutilisateur, deux ajustements sont requis pour proĄter des poten-
tiels répulsifs numériques. Il faut dans un premier temps spéciĄer, dans le Ąchier dŠentrée
principal du code (dftb_in.hsd), pour quelles paires dŠéléments chimiques on souhaite re-
courir à des polynômes, des réseaux de neurones ou, par défaut, des splines. Par exemple,
pour un système qui contient les espèces chimiques Si et O, on dénombre trois types dŠin-
teractions : Si-Si, Si-O et O-O. Dans le cas où les potentiels répulsifs respectifs seraient de
type réseau de neurones pour Si-Si, polynomial pour Si-O et splines pour O-O, le Ąchier
dŠentrée dftb_in.hsd contiendrait :
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# Quelles paires dŠéléments utilisent des potentiels répulsifs de type réseau de neu-
rones ?
NeuralRepulsive = {

Si-Si = Yes
# Si une paire dŠélément nŠest pas spéciĄée, la valeur par défaut est ŠNoŠ.

}
# Quelles paires dŠéléments utilisent des potentiels répulsifs de type polynômiaux ?
PolynomialRepulsive = {

Si-Si = No # SuperĆu, car égal à la valeur par défaut.
Si-O = Yes
# Si une paire dŠélément nŠest pas spéciĄée, la valeur par défaut est ŠNoŠ.

}
# NŠayant pas été spéciĄée, lŠinteraction répulsive O-O est supposée de type splines.

Évidemment, ces spéciĄcations ne sont pas suffisantes, seulement utiles pour spéciĄer
au code quelles interactions rechercher dans les Ąchiers de paramètres. Ceux-ci, que lŠon
appelle ńĄchiers de Slater-Kosterż, sont spéciĄques à une paire dŠespèces chimiques, sont
tabulés et contiennent les valeurs nécessaires (Chap. 3) aux calculs DFTB. Cela inclut
les paramétrisations des parties électroniques du calcul, mais aussi celles nous intéressant
présentement : les paramètres des potentiels répulsifs. Dans le cas dŠune interaction de
paires, cette section des Ąchiers sŠamorce par un mot-clé (ńPolynomialż ou ńSplinesż),
puis on trouve les paramètres spéciĄques à la méthode : distances, rayons de coupure,
nombre de splines, coefficients polynômiaux, ... Dans le cas potentiels répulsifs de type
réseaux de neurones, le mot-clé initiant le bloc est ńNeural-Networkż. Ensuite, les infor-
mations relatives au potentiel sont présentes ; dans lŠordre :
• la forme du réseau.
• le nombre de fonctions de symétrie radiales et angulaires.
• les paramètres (η, rs, rcut et η, ζ, λ, rcut) des fonctions de symétrie.
• les constantes de normalisation du réseau de neurones (Smin, Smax, Eat, Econv, <
E >,Lconv).
• les constantes de normalisation de chaque fonction de symétrie Gi (Gmax

i , Gmin
i , <

Gi >, σGi
).

• les poids et biais du réseau.
• optionnellement, les paramètres ¶r0, a, b♢ du potentiel répulsif ad-hoc à courte

portée (voir 7.1.5).

Dans les faits, il est assez peu fréquent de construire soi-même un Ąchier de Slater-
Koster ; en règle générale, le rôle de lŠutilisateur se limite donc à spéciĄer lŠinteraction
choisie dans dftb_in.hsd, et à fournir un Ąchier de Slater-Koster adapté, sans besoin dŠen
connaître les détails de fonctionnements internes.

En revanche, il est tout à fait dans son intérêt dŠêtre au fait des performances du
potentiel choisi. La précision et la transférabilité sont bien-sûr essentielles ; celles-ci sont
présentées plus en détail dans le chapitre 8 de la trame principale. Ici, nous nous attachons
à étudier lŠautre pendant capital de DFTB+ : lŠefficacité numérique. La méthode est par
essence semi-empirique, aspire à sŠapprocher de la précision de la théorie de la fonction-
nelle de la densité, et est avant tout motivée par la volonté de réduire drastiquement
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le coût numérique. Cela passe principalement par le calcul préalable dŠun bon nombre
de paramètres, permettant de sŠaffranchir de la diagonalisation coûteuse du hamiltonien
DFT. Le choix dŠun potentiel répulsif empirique à la forme simple va dans ce sens, et
les parties électroniques occupent une large majorité du temps de calcul. Malgré lŠaug-
mentation notable de complexité apportée par la considération dŠun potentiel répulsif à
plusieurs corps, il est capital de sŠassurer que le coût ne sŠen trouve pas impacté trop
fortement, et que la partie répulsive des calculs reste négligeable par rapport aux autres.

Plusieurs paramètres semblent nécessiter une investigation : on peut penser à la forme
du réseau de neurones utilisé - le nombre de neurones par couche et/ou le nombre de
couches cachées - mais aussi au type de fonction de symétrie utilisées et au rayon de
coupure rcut. La Ągure C.2 montre la performance relative de plusieurs réseaux de neu-
rones par rapport aux interactions de paires de type splines pour des boîtes de simulation
de tailles variables (entre 2 et 2048 atomes). Ces réseaux sont construits de manière à
varier tous les paramètres présentés précédemment : on change le nombre de neurones
par couche avec 10, 50 ou 100 neurones dŠentrées et respectivement 5, 25 et 50 neurones
par couche cachée. On sŠintéresse à des réseaux avec une, deux ou trois couches cachées.
La répartition des fonctions de symétrie est également variable : uniquement des fonc-
tions G2, uniquement des fonctions G4 ou un mélange 50% - 50% de ces deux types de
fonctions. EnĄn, on étudie lŠimpact du rayon de coupure avec des fonctions de symétrie
dont le rayon de coupure rcut vaut 3 Å ou 6 Å. Au total, on étudie donc les performances
de 54 réseaux.

Figure C.2 Ű Comparaison des temps de calcul DFTB+ de différents réseaux de neu-
rones par rapport aux interactions de paires.
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Dans cette Ągure, on remarque immédiatement que le principal facteur inĆuant le coût
numérique est, de manière assez prévisible, le rayon de coupure : plus celui-ci est grand,
plus le calcul est long. Notons quŠici, on compare des réseaux de neurones dont le rayon
de coupure vaut respectivement rcut = 3 Å ou rcut = 6 Å avec un potentiel de paire de
rayon de coupure rcut = 2.54 Å ; un écart est donc attendu. On y remarque également que
les réseaux avec un plus grand nombre de fonctions de symétrie présentent évidemment
un coût numérique plus élevé, et surtout que le calcul des fonctions G4 est sensiblement
plus long. En revanche, il semble intéressant de souligner que ces différences de temps de
calcul sont marginales dans le cas dŠun rayon de coupure réduit. Cela sŠexplique aisément
par le fait que le nombre de voisins croît exponentiellement avec lŠaugmentation du rayon
de coupure, et lŠécart en coût numérique sensible entre des fonctions G2 et G4 est donc
bien plus perceptible. EnĄn, il semble apparent que le nombre de couches cachées du
réseau nŠest pas signiĄcativement impactant quant à la performance du réseau.

AĄn dŠavoir une meilleure idée du comportement des réseaux pour des systèmes de
taille plus modeste, portons notre attention à la Ągure C.3. On y représente les mêmes
données que précédemment, mais lŠon se contente dŠobserver les systèmes dŠau maximum
128 atomes.

Figure C.3 Ű Comparaison des temps de calcul de différents réseaux de neurones par
rapport aux interactions de paires : systèmes plus modestes.

Même lorsque lŠon se concentre sur des systèmes plus petits, il est évident que les
réseaux avec un grand rayon de coupure employant des fonctions de symétrie angulaires
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semblent signiĄcativement plus coûteux numériquement. DŠautre part, on remarque de
manière générale une certaine constance dans les performances numériques des réseaux
dont le rayon de coupure est rcut = 3 Å. On note bien, ça et là, des Ćuctuations sensibles -
notamment vers 50 atomes - pouvant soutenir la thèse dŠun potentiel moins coûteux que
les interactions de paires ; il semble plus prudent dŠassumer que ces pics ponctuels sont le
fruit de coïncidences numériques dues aux optimisations performées par le compilateur.
En revanche, et au vu des deux Ągures précédentes, il paraît raisonnable dŠaffirmer que
lŠutilisation de potentiels numériques à plusieurs corps à courte portée sous la forme de
réseaux de neurones est équivalent, en terme de coût de calcul, à lŠemploi de potentiels
répulsifs de paire.

On rappelle à titre indicatif que les réseaux utilisés dans les présents travaux ont deux
couches cachées, utilisent au plus une cinquantaine de fonctions de symétrie - indiffé-
remment des fonctions radiales G2 ou angulaires G4 - et ont nécessairement un rayon de
coupure réduit (rcut = 3 Å). Au vu des résultats présentés, il est donc attendu que le coût
de calcul soit analogue à celui des potentiels répulsifs de type splines. CŠest en pratique
ce que lŠon observe au cours de lŠintégralité des calculs présentés dans le reste de cette
thèse.
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Annexe D

Diagramme UML de la librairie
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Annexe E

Résultats supplémentaires :
approches purement numériques

Ce chapitre présente des propriétés obtenues via deux potentiels purement numériques,
construits pour représenter directement les énergies totales et les forces interatomiques
issues de calculs DFT. Le premier dŠentre eux, nommé NNP, est obtenu dŠaprès les
données de [98] pour le Silicium pur, tandis que le second, nommé GAP, est celui proposé
dans [74]. Ces deux outils sont présentés plus en détail dans la trame principale du présent
manuscrit (Chap. 8), et de nombreux résultats y sont également inclus.

Certaines Ągures se prêtent assez mal à la présentation conjointe dŠun trop grand
nombre de résultats ; pour favoriser la lisibilité, on choisit dans ces cas précis de présenter
ces Ągures dans la présente section annexe.

Commençons par lŠétude de la stabilité relative des cristaux en fonction du volume
pour ces deux approches purement paramétriques. On les compare dans la Ągure E.1 à
celles prédites par la méthode premier principe de référence, VASP.

Ces résultats sont discutés plus extensivement et remis en perspective vis-à-vis de
DFTB plus en détail au sein de la trame principale de cette thèse, mais notons tout
de même que GAP semble plus performant que NNP, en particulier aux très courtes
distances. Les valeurs GAP de lŠénergie de liaison semblent au passage translatées par
rapport à VASP ; cette surestimation peut-être assez préoccupante, mais elle semble liée
à la méthode de référence de GAP (logiciel CASTEP, GGA-PW91, énergie de coupure
de la base dŠonde planes de 250 eV).

On présente ensuite les densités dŠétats vibrationnels obtenus pour les monocristaux
avec NNP et GAP dans la Ągure E.2.

Les propriétés vibrationnelles prédites sont médiocres pour la majorité des cristaux ;
ceci est notamment surprenant pour GAP dans le cas du Silicium β-Sn, car ce cristal est
présent dans le jeu dŠapprentissage de ce potentiel. On ne note une capacité de prédiction
acceptable, pour les deux potentiels, que pour les cristaux diamant et hexagonal. Des
deux, le diamant est de loin le mieux représenté ; GAP est même parfait pour celui-ci.
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Figure E.1 Ű Stabilité relative des différents cristaux de Silicium pur en fonction du
volume avec des potentiels purement paramétriques.

NNP est moins précis pour ce système aux modes optiques mais prédit assez bien les
modes acoustiques. Les approches purement paramétriques sont donc aptes à impacter
sensiblement lŠintégralité des fréquences accessibles ; cette caractéristique semble hors de
portée de notre approche concentrée sur lŠénergie répulsive (Chap. 8), uniquement à même
dŠinĆuer sur la tranche haute des fréquences vibrationnelles (ω ≥ 7.5 THz). EnĄn, dans
le cas du Silicium hexagonal, GAP reproduit très bien les modes optiques au détriment
des modes acoustiques et des fréquences intermédiaires, et NNP exhibe exactement le
comportement inverse (plus précis pour les modes de acoustiques et sous-estimant la
fréquence des modes optiques).

Les résultats précédents sont détaillés et contextualisés plus en détail dans la trame
principale du présent document (voir 8.1.3, via la Ągure 8.4). En particulier, nous y
discutons des performances relatives entre les approches purement paramétriques et les
potentiels répulsifs DFTB pour la prédictions des propriétés vibrationnelles, et le lien de
ces performances avec dŠune part les données de références employées pour optimiser les
différentes méthodes mais aussi avec les méthodologies elles-mêmes.
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(a) (b)

(c) (d)

(e)

Figure E.2 Ű Densités dŠétats vibrationnels des cristaux de Silicium pur pour des potentiels
purement numériques.
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On présente dans la Ągure E.3 ces mêmes densités dŠétats vibrationnels calculées avec
NNP et GAP, mais cette fois obtenus sur différentes conĄgurations amorphes.

(a) (b)

(c) (d)

Figure E.3 Ű Densité dŠétats vibrationnels de plusieurs systèmes amorphes de Silicium pour
des potentiels purement numériques.

Dans le cas présent, les deux méthodes produisent pour les quatre amorphes étudiés
des densités dŠétats vibrationnels très correctes. On note globalement deux régimes, en
fonction du potentiel employé et du domaine de fréquence étudié : pour les modes acous-
tiques (dominés dans DFTB par les contributions électroniques - Chap. 8), NNP est le
plus performant des deux, alors que les modes optiques sont représentées de manière plus
similaire par chacun des potentiels, avec peut-être une prédiction légèrement meilleure
pour GAP.
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