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Résumé

Au cours de ces derniéres années, l'information au sens large est devenue la piece
maitresse pour révolutionner les projets de transformation numérique. Encore faut-il
savoir ’exploiter d’une maniere intelligente pour en tirer tous les bénéfices. L’informa-
tisation des données textuelles concerne plusieurs secteurs d’activité, en particulier le
domaine médical. Aujourd’hui, la médecine moderne est devenue presque inconcevable
sans 'utilisation des données numériques, qui ont fortement affecté la compréhen-
sion scientifique des maladies. Par ailleurs, ces dernieres années, les données médicales
sont devenues de plus en plus complexes en raison de leur croissance exponentielle.
Cette forte croissance engendre une quantité de données importante qui ne permet pas
d’effectuer une lecture humaine compléte dans un délai raisonnable. Ainsi, les profes-
sionnels de santé reconnaissent 'importance des outils informatiques pour identifier
des modeles informatifs ou prédictifs a travers le traitement et I’analyse automatiques
des données médicales. Notre these s’inscrit dans le cadre du projet ConSoRe, et vise
a créer des cohortes de patients résistants aux traitements anticancéreux. L’identifi-
cation de ces résistances nous permet de mettre en place des modeles de prédiction
des éventuels risques qui pourraient apparaitre pendant le traitement des patients,
et nous facilite I'individualisation et le renforcement de la prévention en fonction du
niveau de risque estimé. Cette démarche s’inscrit dans le cadre d’une médecine de
précision, permettant de proposer de nouvelles solutions thérapeutiques adaptées a la
fois aux caractéristiques de la maladie (cancer) et aux profils des patients identifiés.
Pour répondre a ces problématiques, nous présentons dans ce manuscrit nos différentes
contributions. Notre premiere contribution consiste en une approche séquentielle per-
mettant de traiter les différents problémes liés au pré-traitement et a la préparation
des données textuelles. La complexité de ces taches réside essentiellement dans la qua-
lité et la nature de ces textes, et est liée étroitement aux particularités des comptes
rendus médicaux traités. Outre les opérations de linguistiques standards telles que la
tokenisation ou la segmentation en phrases, nous présentons un arsenal de techniques
assez large pour la préparation et le nettoyage des données. Notre deuxiéme contri-
bution consiste en une approche de classification automatique des phrases extraites
des comptes rendus médicaux. Cette approche est constituée essentiellement de deux
étapes. La premiere consiste a entrainer les vecteurs de mots pour représenter les textes
de facon a extraire le plus de caractéristiques possibles. La seconde étape est une clas-
sification automatique de phrases selon leurs informations sémantiques. Nous étudions
pour cela les différents algorithmes d’apprentissage automatique (classique et profond)
qui fournissent les meilleures performances sur nos données, et nous présentons notre
meilleur algorithme. Notre troisiéme et derniére contribution majeure est consacrée a
notre approche de modélisation des résistances aux traitements d’oncologie. Pour cela,
nous présentons deux modeles de structuration des données. Le premier modele nous
permet de structurer les informations identifiées au niveau de chaque document (ou
compte rendu). Le second modele est quant & lui introduit au niveau patient, et permet
a partir des informations extraites dans plusieurs comptes rendus d’un méme patient,



reconstruire son parcours néoplasique. Cette structuration permet d’identifier les ré-
ponses aux traitements et les toxicités, qui constituent des composants élémentaires
pour notre approche de modélisation des résistances aux traitements d’oncologie.



Abstract

Information, in its broadest sense, has become the centerpiece to revolutionize di-
gital transformation projects in recent years. However, it is still necessary to know how
to exploit it intelligently in order to reap the full benefits. Textual data computeri-
zation concerns several sectors of activity, specially the medical field. Today, modern
medicine has become almost unthinkable without the use of digital data, which has a
significant impact on disease scientific understanding. Moreover, due to its exponen-
tial growth, medical data analysis has become more complex. The high growth rate
results in a large amount of data that a human can not analyze in a fair length of
time. Thus, health professionals are recognizing the importance of I'T tools to identify
informative or predictive patterns through the automatic processing and analysis of
medical data. Our thesis is part of the ConSoRe project, and aims to create cohorts
of patients resistant to anticancer treatments. The identification of these resistances
allows us to set up predictive models to detect potential risks that could appear during
patient treatment, and facilitates the individualisation and reinforcement of prevention
according to the estimated level of risk. This approach is part of precision medicine,
allowing us to propose new therapeutic solutions adapted both to the characteristics
of the disease (cancer) and to the profiles of the patients identified. To address these
issues, we present in this manuscript our different contributions. Our first contribution
consists in a sequential approach to deal with the different problems related to the pre-
processing and preparation of textual data. The complexity of these tasks lies mainly
in the quality and nature of these texts, and is closely related to the particularities
of the medical reports processed. In addition to standard linguistic operations such
as tokenisation or sentence segmentation, we present a broad arsenal of techniques
for data preparation and cleaning. Our second contribution consists of an approach
for the automatic classification of sentences extracted from medical reports. This ap-
proach consists essentially of two steps. The first step consists of training word vectors
to represent the texts in order to extract as many features as possible. The second step
is an automatic classification of sentences according to their semantic information. We
study the different machine learning algorithms (classical and deep) that provide the
best performance on our data, and we present our best algorithm. Our third and last
major contribution is devoted to our approach to modelling resistance to oncology
treatments. For this, we present two models for structuring the data. The first model
allows us to structure the information identified at the level of each document (or re-
port). The second model is introduced at the patient level, and allows us to reconstruct
the neoplastic history of a patient from the information extracted from several reports.
This structuring makes it possible to identify responses to treatments and toxicities,
which are elementary components for our approach to modelling resistance to oncology
treatments.
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CHAPITRE

INTRODUCTION

1.1 Contexte général

Au cours de ces derniéres années, l'information au sens large est devenue la piece
maitresse pour révolutionner les projets de transformation numérique. Encore faut-il
savoir I'exploiter d’une maniére intelligente pour en tirer tous les bénéfices. Gréce a
la technologie, des supports électroniques puissants ont été développés pour contenir
et stocker d’énormes quantités de données (textes, images, vidéos, etc.). Ce proces-
sus d’informatisation des données accompagné du développement des technologies de
Iinformation a produit un réel bouleversement dans notre vie quotidienne. A Iére de
I'informatique, I’ordinateur permet de manipuler et de traiter des quantités colossales
de données. Comme le révele le journal « Statista Digital Economy Compass », 33
zettaoctets ! de données numériques ont été créées dans le monde au cours de 'année
20182. De plus, 80% des informations dans le monde sont actuellement stockées au
format texte. Ces chiffres permettent d’entrainer des enjeux majeurs posés par la col-
lecte, le stockage et la transmission d’informations, ainsi que la capacité de pouvoir
effectuer des recherches optimisées.

L’informatisation des données textuelles concerne plusieurs secteurs d’activité, en
particulier le domaine médical. Aujourd’hui, la médecine moderne est devenue presque
inconcevable sans ['utilisation des données numériques, qui ont fortement affecté la
compréhension scientifique des maladies. Ces derniéres années, les données médicales
sont devenues de plus en plus complexes en raison de leur croissance exponentielle.
Cette quantité de données ne permet pas d’effectuer une lecture humaine complete
dans un délai raisonnable. Ainsi, les professionnels de santé reconnaissent 'importance
des outils informatiques pour identifier des modeles informatifs ou prédictifs a travers
le traitement et Ianalyse automatiques des données médicales (Romaszewski et al.,
2019). Ces données constituent une mine d’informations essentielle et contiennent des
connaissances de grande importance, sur les plans économique, politique et sociétal, et
doivent étre impérativement exploitées pour améliorer le secteur de la santé en géné-
ral, et aider la pratique médicale a atteindre un haut niveau d’efficacité en optimisant

1. 1Zo = 10?' octets.
2. https://www.statista.com/study/52194/digital-economy-compass/
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notamment le processus de soins de santé. Extraire et comprendre ces informations
permet d’orienter les praticiens sur plusieurs axes, notamment pour aider a la décision
médicale, par exemple pour identifier le diagnostic le plus approprié pour un patient,
mais aussi pour faire avancer la recherche clinique ; car les médecins sont constamment
a la recherche de nouvelles fagons d’innover, notamment dans la lutte contre le cancer,
et in fine de réduire le taux d’échec thérapeutique. Cependant, extraire des connais-
sances, parfois tacites, de données médicales de maniére intelligente est un probléme
complexe. Car méme s’il existe des données médicales structurées (résultats d’analyses
ou données démographiques des patients, etc.), la majeure partie (plus de 85%) des
données médicales n’est pas structurée (rapports de radiologie, consultations avec des
médecins, etc.), et est représentée sous forme de textes libres. Par conséquent, les mé-
thodes de traitement automatique du langage naturel (TALN) et les techniques de
fouille de textes sont des outils importants pour la modélisation, la structuration et
la mise & disposition de ces informations, et pour optimiser ’exploitation des connais-
sances qu’elles contiennent.

Cette these, intitulée «traitement de données massives de santé : identification
et caractérisation de patients résistants aux traitements d’oncologie», s’inscrit dans le
cadre du projet ConSoRe?, et est 'aboutissement d’une collaboration CIFRE* entre
le laboratoire ERIC de l'université Lumieére Lyon 2, dont le domaine d’expertise est
axé sur des problématiques liées a la modélisation des grands entrepots de données
complexes, la fouille des données massives et peu structurées et les processus d’aide a
la décision, et I'entreprise Sword, au sein du département SSL “Search & Semantics
Lyon”, spécialisée dans le traitement et la valorisation des données.

1.2 Objectifs et motivations

La médecine de précision, aussi appelée médecine personnalisée, est un nouveau
paradigme trés prometteur pour 1’élaboration d’un diagnostic ou de traitements in-
dividualisés pour les patients (Weil, 2018). Cependant, elle n’a été décrite que d’une
maniere informelle plutdt que par des approches pratiques et rigoureuses et des proto-
coles statistiques permettant sa mise en ceuvre dans les milieux de soins de santé. La
médecine personnalisée est considérée comme 1'un des enjeux majeurs des soins aux
patients. Enjeu particulierement important en oncologie ol le développement de résis-
tances aux traitements sont les prémices d’échappements thérapeutiques conduisant
chaque année a la mort de millions de patients dans le monde (Wang et al., 2019).

De manieére générale, I’analyse d’une pathologie spécifique nécessite souvent I'identi-
fication d’un grand nombre de patients. Jusqu’a présent, l'identification de ces patients
était une tache importante et chronophage, nécessitant une interprétation manuelle des
dossiers médicaux et nécessitant des ressources considérables. Il s’agit d’une étape cri-
tique puisque 80% des informations cliniques pertinentes sont contenues dans le texte

3. ConSoRe : Continuum Soin Recherche.
(http://www.unicancer.fr/recherche/consore-moteur-recherche-pour-big-data-en-cancerologie).

4. CIFRE : Convention Industrielle de Formation par la REcherche.
(http://www.anrt.asso.fr/fr/le-dispositif-cifre-7844).
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des dossiers de santé 3.

Cette these s’inscrit dans le cadre du projet ConSoRe, et vise a créer des cohortes
de patients résistants ou insensibles aux traitements anticancéreux grace a 1’utilisation
et au croisement des connaissances et des informations contenues dans les comptes
rendus médicaux. Pour ce faire, nous nous appuyons sur la mise en ceuvre d’approches
bio-informatiques faisant appel a des méthodologies basées, entre-autres, sur l'intelli-
gence artificielle, 'apprentissage statistique et ’enrichissement sémantique.

La finalité de notre recherche est d’améliorer la modélisation des problématiques de
résistances aux traitements d’oncologie par une contextualisation et ’enrichissement
des données cliniques, en particulier les comptes rendus issus des dossiers patient. Pour
cela, nous allons dans un premier temps exploiter I’ensemble des données disponibles
afin de développer des outils capables de reconstruire le parcours néoplasique des pa-
tients. Cela va aider les médecins & améliorer les soins de santé et les accompagner au
quotidien dans leur prise de décisions médicales. Dans un second temps, nous allons
nous concentrer sur 'identification et la modélisation des résistances chez les patients
cancéreux. Cette modélisation va nous permettre d’accroitre nos connaissances sur le
cancer de maniere générale, et d’approfondir notre compréhension des phénomenes de
la résistance aux traitements en particulier. L’identification des résistances aux traite-
ments facilite la construction des modeles de prédiction afin de détecter des éventuels
risques qui pourraient survenir pendant le traitement des patients, et prépare par
ailleurs l'individualisation et le renforcement de la prévention en fonction du niveau
de risque estimé. Cette démarche s’inscrit dans le cadre d’'une médecine de précision,
permettant de proposer de nouvelles solutions thérapeutiques adaptées a la fois aux
caractéristiques de la maladie (cancer) et aux profils des patients identifiés. L’exploita-
tion des cohortes de patients résistants aux traitements au travers de différentes études
rétrospectives en suivant parallelement I’évolution temporelle des pathologies de ces
patients et les traitements qui leur ont été administrés, permet de guider la médecine
vers des axes thérapeutiques novateurs. Faire valoir les connaissances contenues dans
les comptes rendus de maniere souveraine rejoint parfaitement les concepts de la mé-
decine 4P qui se veut : Prédictive, Préventive, Personnalisée et Participative.

Pour les besoins de nos recherches, trois types de cancer sont ciblés : le cancer du
sein, le cancer du pancréas et le cancer du poumon. Ces trois cancers sont représentatifs
des mécanismes de résistance aux traitements en oncologie, et offrent la diversité et
la richesse nécessaires pour permettre une extension ultérieure a d’autres indications
cancéreuses.

1.3 Problématique

1.3.1 Hétérogénéité des données

Le projet ConSoRe réunit plusieurs établissements de santé de la fédération UNI-
CANCER°®, qui regroupe les 20 Centres de Lutte contre le Cancer en France (CLCC).

5. Fédération nationale des centres de lutte contre le cancer. (http://www.unicancer.fr/).
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Les connaissances scientifiques et cliniques, ainsi que les données anonymisées des
patients sont mises a notre disposition par 9 de ces centres cliniques. Ces données
constituent la principale forme de communication entre les professionnels de la santé,
et sont principalement enregistrées en texte libre pour faciliter leur utilisation par les
médecins, plutot que pour des considérations d’analyse des données. L’ensemble des
documents est réparti sur deux catégories : des documents textuels structurés tels que
les actes d’état civil, les PMSI (Programme de Médicalisation des Systémes d’Infor-
mation), les fiches de tumeur ou de chimiothérapie, etc., et des documents textuels
non structurés. Ces derniers représentent la grande partie des documents, et sont re-
présentés sous forme de comptes rendus de différents types : rapports de consultation,
rapports d’imagerie, résultats d’analyses, etc.

Dans cette theése, nos travaux s’articulent principalement autour du traitement
des comptes rendus médicaux. Ces documents contiennent diverses informations mé-
dicales telles que : les traitements et les médicaments administrés aux patients, les
actes d’interventions chirurgicaux, les antécédents personnels et familiaux (qui com-
prennent, entre-autres, les chirurgies antérieures, les hospitalisations et les maladies
chroniques chez les membres de la famille), et les conclusions de fin de consultation,
etc. Par ailleurs, ces documents contiennent également des informations administra-
tives telles que celles relatives a 1’établissement, par exemple : le nom de ’établissement,
les adresses, les numéros de téléphone, etc.

1.3.2 Qualité des données

En dépit des efforts de quelques centres consacrés & la saisie des données cliniques
dans un format structuré, la plupart des comptes rendus sont désormais conservés
en texte libre pour permettre aux médecins de transcrire facilement des informations
souvent pertinentes pour la recherche et les résultats cliniques. Ces comptes rendus
contiennent un jargon spécifique, et ne suivent généralement pas de regles grammati-
cales formelles. Ils sont souvent rédigés dans un style orienté mots-clés et mis en forme
avec de nombreux sauts de ligne, espaces blancs, listes a puces ou de comptage, etc. De
plus, en raison des différences intrinseques de styles de mise en forme qui varient selon
les médecins et les établissements de soins, ces données conduisent a des problémes
naturellement hétérogeénes principalement représentés par des incohérences dans les
attributs des données. Ainsi, les taches de pré-traitement de textes élaborées en amont
de la fouille de texte telles que la tokenisation, la segmentation des textes en phrases
et la normalisation de la variation des différents termes sont de plus en plus laborieuses.

Par ailleurs, le volume important et croissant de ces comptes rendus entraine une
augmentation des sources potentielles d’erreurs. En effet, ces documents contiennent
des fautes d’orthographe (inversion des caracteres, suppression des apostrophes, lan-
gage des abréviations, etc.) essentiellement a l’origine des non-mots absents du lexique.
De plus, chaque centre possede son propre systéme d’information et conserve ses don-
nées dans un ou plusieurs formats : PDF, MS Word, HI'ML ou Texte brut. Le traitement
de ces différents formats peut engendrer des défis supplémentaires pour le traitement
des données “non propres”. Par exemple, 'extraction des phrases issues d’un fichier
PDF océrisé génére parfois des phrases mal découpées ou représentées par une suite
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insignifiante de caracteres spéciaux. Cela réduit considérablement les performances
des taches de traitements des données textuelles. Il est donc nécessaire de nettoyer ces
données afin de garantir une recherche et une extraction d’informations pertinentes.

1.3.3 Les axes de recherches

Dans le cadre de notre recherche, le traitement des comptes rendus médicaux et
I’exploitation des informations qui y sont contenues doivent permettre une compréhen-
sion approfondie des liens qui peuvent exister entre la maladie (cancer), son évolution
et les traitements administrés aux patients. Les différentes taches de fouille de texte
permettent de valoriser et de structurer les connaissances contenues dans ces comptes
rendus. Ces connaissances sont ensuite enrichies a 1’aide des concepts extraits a partir
des données structurées et des référentiels utilisés. Ce processus constitue une étape
fondamentale dans I'acquisition de données “propres” indispensable & ’optimisation de
I'identification des situations cliniques recherchées, par exemple, la création de cohorte
de patients homogenes.

Pour mieux analyser ces documents, I'utilisation des techniques de traitement auto-
matique du langage naturel (TALN) devient une nécessité. Ces techniques permettent
d’automatiser plusieurs taches grace a la construction de représentations formelles qui
nous permettent d’apporter des réponses précises a des besoins spécifiques. Ces tech-
niques ont démontré a plusieurs reprises leur pertinence pour débloquer des preuves
enfouies dans les rapports cliniques (Trivedi et al., 2017). Il ne s’agit donc pas sim-
plement de sélectionner un fragment brut du texte, mais de mettre des éléments en
relation pour restituer une information complete et structurée. Ces techniques sont
réparties généralement sur plusieurs taches subalternes allant de la préparation des
données textuelles comprenant la tokenisation, la détection des limites des phrases,
lemmatisation, etc., a I’extraction et la recherche d’informations a I'aide de modeles
de reconnaissance d’entités nommées ou de classification automatique entre-autres en
passant par les méthodes d’enrichissement sémantique telles que la désambiguisation
sémantique.

Par ailleurs, les techniques d’apprentissage automatique facilitent le développement
d’outils de traitement automatique du langage naturel, notamment dans le domaine
médical. En effet, ces dernieres tirent leur puissance de leur capacité a fournir une
analyse et une interprétation pertinentes quand il s’agit de traiter de grandes quantités
de données. Les progres réalisés dans le traitement des données médicales sont en
grande partie associés a l'utilisation des algorithmes d’apprentissage automatique dans
les taches de traitement automatique de langage naturel. Cela permet par exemple que
de grandes quantités de données patient puissent étre facilement structurées et classées.

1.4 Contributions

Eu égard a ce qui précede, la réponse a la problématique posée dans le cadre de cette
these est assujettie & plusieurs besoins : (i) de nouveaux processus de pré-traitements
adaptés a I’ensemble des données textuelles mises a disposition afin de faciliter ’acces
aux informations pertinentes, (ii) des modeles de classification automatiques des textes
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afin d’organiser, de trier et surtout de comprendre le sens des informations extraites,
et (iii) une modélisation des résistances aux traitements a travers la structuration des
concepts médicaux, notamment 'identification des réponses aux traitements.

Dans ce cadre, les contributions de cette theése s’articulent autour de trois approches
complémentaires pour l'identification et la caractérisation des patients résistants aux
traitements d’oncologie.

Notre premiere contribution consiste en une suite de méthodes de pré-traitements
de texte appliquées a des comptes rendus médicaux. Ces pré-traitements dépendent
fondamentalement de la qualité et de la nature de textes traités. La premiere opéra-
tion vise a collecter, nettoyer et transformer les données afin d’unifier les traitements
effectués en aval. Ce nettoyage doit permettre d’éliminer les bruits et les parties les
moins utiles du texte qui peuvent réduire les performances de taches ultérieures. La
deuxiéme opération consiste en une méthode de tokenisation en s’appuyant sur des
référentiels médicaux afin d’intégrer I’ensemble des exceptions liées aux domaine mé-
dical. La troisieme opération est la détection des limites de phrases, étape importante
pour la segmentation des documents en phrases sémantiquement reliées. La quatrieme
opération consiste & normaliser les textes a l'aide de la lemmatisation, la racinisation
et un processus de correction orthographique. La cinquieme opération est la détec-
tion des expressions de temporalité dans le texte. Cette étape est cruciale notamment
pour la reconstitution du parcours néoplasique des patients. La sixieéme opération est
la désambiguisation sémantique des concepts médicaux a travers l’enrichissement sé-
mantique et la construction de modeles de reconnaissances d’entités nommées. Enfin,
une derniere opération est effectuée pour la détection des négations et des incertitudes
exprimées dans le texte. Cette étape joue un réle clé notamment dans le traitement
des données cliniques. En effet, les médecins utilisent souvent la négation pour exclure
un diagnostic ou un traitement, et des formulations hypothétiques pour souligner la
prudence avec laquelle ils souhaitent s’exprimer sur ’existence ou pas d’un événement.

Notre deuxiéme contribution est un systeme constitué d’une extraction de concepts
médicaux, et d’une classification automatique des phrases extraites des comptes rendus.
L’extraction des concepts médicaux est fondée sur des modeles de reconnaissance d’en-
tités nommeées. En revanche, la classification des phrases quant a elle est décomposée en
deux étapes. D’abord, une phase de représentation et d’extraction des caractéristiques
a partir des textes en s’appuyant sur le calcul des plongements de mots. Ensuite, un
modele de classification automatique de phrases basé sur une combinaison d’un réseau
de neurones convolutionnel (CNN) et d’un réseau de neurones récurrent (RNN).

La troisieme et derniére contribution est une approche originale de détection des
résistances aux traitements anticancéreux réalisée en deux temps. Tout d’abord, une
structuration au niveau document des concepts identifiés dans les travaux précédents,
suivie d’une structuration au niveau patient pour la définition de concepts composites
tels que les évolutions tumorales. Ensuite, une identification des réponses aux traite-
ments et des toxicités, éléments indispensables & la modélisation des résistances aux
traitements.
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1.5 Organisation du mémoire

Ce mémoire est structuré en cing grandes parties.

1. La premiére partie définit un état de l'art global des travaux réalisés, et est
composé de trois volets. Tout d’abord, nous allons voir les approches utilisées
dans le pré-traitement et la préparation des données textuelles. Ensuite, nous
mettons ’accent sur les différents algorithmes de classification automatique de
textes. Enfin, nous abordons les travaux liés a la détection des phénomene de
résistance aux traitement en oncologie.

2. La deuxieme partie est consacrée au contexte et aux détails techniques et
conceptuels du projet ConSoRe dans lequel s’inscrit cette these.

3. Dans la troisieme partie, nous présentons nos solutions aux différents problemes
liées aux pré-traitement des données textuelles. Pour cela, nous allons aborder
les détails de chaque approche proposée et les résultats obtenus.

4. La quatrieme partie concerne les travaux liés a la classification de textes et
a lextraction de concepts médicaux. Pour cela, nous allons présenter dans un
premier temps notre modele de calcul de vecteurs de mots, ensuite nous menons
une étude comparative des différents algorithmes d’apprentissage classiques tels
que les arbres de décision (DT), les machines a vecteurs de support (SVM) ou
encore les k plus proches voisins (kNN), et des algorithmes d’apprentissage pro-
fond, notamment les réseaux de neurones convolutionnels (CNN) et les réseaux
de neurones récurrents (RNN).

5. La derniere partie est consacrée a notre approche de modélisation des résistances
aux traitements a travers 'identification et la structuration des réponses aux
traitements et des toxicités.

Enfin, nous concluons ce mémoire et présentons un bilan général de 'ensemble de
nos contributions en faisant apparaitre les perspectives de recherche que nous envisa-
geons d’étudier a ’avenir.
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2.1. INTRODUCTION

2.1 Introduction

Ce chapitre est structuré en trois parties qui relevent de sous-domaines distincts
mais complémentaires. Il aborde les travaux pertinents en lien avec notre recherche afin
de présenter le contexte et la terminologie nécessaires pour la bonne compréhension
de cette thése. Comme mentionné dans le chapitre précédent, le but de nos travaux
est d’identifier et de caractériser les patients résistants aux traitements anticancéreux
et cela en s’appuyant principalement sur les données des comptes rendus écrits par les
médecins dans les différents centres de lutte contre le cancer. Extraire et faire valoir ces
informations permet d’orienter les médecins sur plusieurs axes, notamment lors de la
prise de décision médicale. En oncologie, il existe des criteres d’éligibilité assez stricts
pour sélectionner des patients aux essais cliniques ou a des études rétrospectives. Il
faut donc disposer d’un systéeme robuste d’extraction et de recherche d’informations
exploitant les comptes rendus médicaux des patients.

Dans ce chapitre, nous présentons les notions liées aux techniques de fouille de
textes et de traitement automatique du langage naturel, ainsi que les définitions fon-
damentales du domaine de ’oncologie, en particulier les réponses et les résistances aux
traitements anticancéreux administrés aux patients.

2.1.1 Techniques de pré-traitement des données textuelles

Dans la premiere partie de 1’état de I’art, nous allons voir dans la littérature les
techniques d’analyse et de pré-traitement des textes qui rendent celles-ci exploitables
par les algorithmes d’apprentissage automatique (machine learning). Le traitement
des données textuelles, y compris les taches de fouille de textes, est souvent composé
d’une séquence d’étapes. La premiere étape est celle du pré-traitement des données.
Celle-ci est fondamentale et constitue une étape cruciale puisque la performance et
I'efficacité des algorithmes d’apprentissage automatique des textes reposent essentiel-
lement sur la pertinence de ses différentes taches subalternes. En effet, les techniques
de pré-traitements sont utilisées pour transformer les données textuelles non structu-
rées en un format intermédiaire, stocké dans des bases ou des entrepots de données,
et compatible avec les modeles d’apprentissage automatique. Cette transformation re-
pose sur différentes techniques d’identification des données textuelles notamment des
techniques de traitement automatique de langage naturel comme la tokenisation qui
permet de transformer un document texte en un vecteur de mots ; la racinisation et la
lemmatisation qui visent a associer différentes formes d’un mot & une seule représen-
tation ; la suppression des mots vides consiste a éliminer les mots courants qui n’ont
aucun pouvoir discriminant ; la détection des limites de phrases est une étape souvent
trés utile notamment pour les documents n’ayant peu ou pas de structure définie; la
correction orthographique nécessaire pour rectifier les erreurs de saisie par exemple
et éviter la perte d’informations; la désambiguisation lexicale pour déterminer le sens
de chaque mot en prenant en compte son contexte lexical; ’enrichissement séman-
tique, etc. Le pré-traitement dépend beaucoup de la qualité des données collectées et
du processus de récupération (manuelle ou automatique), mais aussi du contenu et
du domaine d’application. Pour cela, il est important d’effectuer en amont une pe-
tite exploration des données pour mieux comprendre leur nature. A premiére vue, ces
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techniques peuvent sembler triviales. Cependant, elles comportent de réels défis tels
que la gestion des acronymes dans la tokenisation et la désambiguisation ou encore
la gestion des limites de phrases qui sert a segmenter les textes en différentes parties
sémantiquement cohérentes. Toutes ces techniques seront discutées dans ce chapitre.

2.1.2 Classification automatique de texte

Dans la deuxieme partie de ’état de I’art, nous allons étudier de maniére appro-
fondie les approches et les algorithmes de classification automatique de textes non
structurés avant de proposer et d’entrainer nos modeles de classification. L’alternative
a I’écriture manuelle de programmes est ’apprentissage automatique qui est un sous-
domaine de l'intelligence artificielle (IA) et qui a connu un fort développement a partir
des années 1990. Dans ce domaine, la classification des textes est une tache d’apprentis-
sage automatique supervisé des lors que les données d’apprentissage sont au préalable
annotées avant d’étre transmises en entrée aux algorithmes. L’annotation des données
textuelles est une tache spécifiquement linguistique et consiste a attribuer manuelle-
ment a chaque phrase (ou texte) une catégorie prédéfinie généralement en fonction de
son contenu sémantique. L’algorithme essaie alors d’approcher une fonction g : X — Y
qui mappe chaque instance (texte) de document de 1’espace d’entrée x € X a l'une des
catégories prédéfinies y € Y sur la base d’un ensemble d’apprentissage de tuples (z, y).

Au cours de ces derniéres années, il y a eu une croissance exponentielle du nombre de
documents et de textes complexes qui nécessitent une compréhension plus approfondie
des méthodes d’apprentissage automatique pour pouvoir les classer ou les catégoriser
avec précision dans de nombreuses applications notamment celle du domaine médical.
Ces méthodes ont obtenu des résultats satisfaisants dans le traitement automatique
du langage naturel. Le succes de ces méthodes repose sur leur capacité a comprendre
les relations non linéaires existantes au sein de ces données. Cependant, il existe dans
la littérature un large éventail de structures et d’architectures ainsi qu’'une multitude
d’algorithmes tres variés. Dans le cadre de cette thése, nous avons étudié les méthodes
d’apprentissage automatique qui sont le plus souvent utilisées telles que : les arbres de
décision (DT) (Morgan and Sonquist, 1963), les k plus proches voisins (kNN) (Patrick
and II, 1969), la classification Naive Bayésienne (NB) (Edwards, 1986), les machines
a vecteurs de support (SVM) (Vapnik, 1964), et les méthodes d’apprentissage profond
telles que les réseaux de neurones récurrents (RNN) (Rumelhart et al., 1985) et les
réseaux de neurones convolutionnels (CNN) (LeCun et al., 1989). Les performances
de ces algorithmes sont étroitement liées a la nature et le contexte des données trai-
tées. La plupart des approches de classification de textes peuvent étre décomposées en
quatre phases : I'extraction de caractéristiques(Lewis, 1992), la réduction de dimensions
(Stone, 1986), la sélection du classificateur (Giacinto and Roli, 1999) et I’évaluation
(Gordon and Desjardins, 1995). Dans ce chapitre, nous allons discuter les différentes
techniques de classification de texte abordées dans cette these.

2.1.3 Modélisation de la résistance et des réponses aux traitements
en oncologie

La derniére partie de I’état de I’art est consacrée aux définitions des concepts mé-
dicaux pour la modélisation des résistances chez les patients atteints du cancer, et aux
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travaux qui ont abordé les notions de réponse, non réponse, sensibilité au traitement,
et les toxicités. Malgré les progres de la détection et de I'amélioration de prise en
charge du cancer, et 'augmentation significative de ’arsenal thérapeutique, les phé-
nomenes d’échappement et de résistance aux traitements restent des problématiques
majeures conduisant chaque année aux déces de nombreux patients. Dans cette these,
I'identification de cohortes des patients résistants au traitement d’oncologie permet
d’accompagner les praticiens fondamentalement sur trois axes. D’abord, construire des
modeles prédictifs pour la détection précoce des patients susceptibles de développer des
résistances ou des insensibilités au traitement, et cela releve de la prévention. Ensuite,
permettre au médecin de mener des suivis longitudinaux et des études rétrospectives
sur ces cohortes de patients afin de suivre I’évolution de la maladie (naturelle ou sous
traitement) et de comprendre et d’identifier les facteurs et les éléments déclencheurs de
ces phénomenes de résistance. Cela passe par le développement d’outils informatiques a
visée diagnostique et de recherche. Enfin, permettre aux laboratoires et aux industries
pharmaceutiques de développer des molécules adaptées a la fois aux caractéristiques
de la maladie et aux profils des patients concernés. Cette démarche s’inscrit dans le
cadre d’une médecine de précision (ou personnalisée). La nécessité de stratification des
populations de patients pour apporter une solution thérapeutique adaptée au plus pres
des besoins médicaux se traduit par 'utilisation des outils de théranostique. Ils sont
devenus essentiels a la stratégie de recherche et de développement des médicaments.
Ce dernier chantier ne fait pas partie de notre périmetre d’étude.

2.2 Préparation et pré-traitement des données textuelles

2.2.1 Introduction

Avec le développement de I'informatique, nous constatons une augmentation sans
précédent de la production et du stockage des données en général, et textuelles en
particulier. En effet, Gantz and Reinsel (2011) affirment que I'information numérique
produite dans le monde aurait plus que doublé entre 2010 et 2012, passant de 1,2 a 2,8
zettaoctets I. En fait, cette tendance va en s’accentuant, elle passera & 175Z0 en 2025.
Bien que l'aspect volumétrique des données textuelles semble étre mafitrisé, sa dimen-
sion hétérogene reste un défi pour la communauté scientifique. Ces masses de données
textuelles peuvent présenter une grande diversité et de nombreuses caractéristiques
qui entravent les opérations d’analyse, et engendrent un probleme difficile lié a leur
traitement automatique. Par conséquent, il est difficile d’extraire des connaissances de
maniere rapide et efficace a partir de ces données dans leur état brut.

Le traitement des données textuelles nécessite des algorithmes intelligents per-
mettant de sélectionner rapidement des informations pertinentes a partir des grandes
quantités de données afin de répondre a une requéte d’un utilisateur. Ce processus s’ap-
pelle fouille de texte (text mining), et est souvent appliqué a des données textuelles
non structurées ou semi-structurées. La fouille de texte permet de récupérer le contenu
d’un texte, mais aussi le contexte dans lequel il est cité.

1. 1Zo = 10%* octets
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Cependant, en raison d'un probleme de surabondance de modeles, il est difficile
d’identifier les seuls ensembles de résultats pertinents. Pour rendre cela possible, les
données doivent étre transformées en un format pivot — une structure plus appro-
priée pour faciliter 'extraction des informations pertinentes — en s’appuyant sur di-
verses techniques de raffinement afin que les algorithmes d’apprentissage automatique
puissent étre appliqués d’une maniere efficace. Cette transformation est appelée : pré-
traitement des données ou encore préparation de données, et est le préalable de tout
travail sur un corpus de données textuelles. Le pré-traitement des textes est une étape
essentielle dans tout systéme de traitement automatique de langage naturel, puisque les
caracteres, les mots et les phrases identifiés a ce stade sont les unités fondamentales a
toutes les étapes ultérieures dans le traitement de données textuelles. Compte tenu des
spécificités et de la richesses des formats que peuvent contenir les données textuelles,
par exemple les formats numériques ou les formats de dates pour I'expression de la
temporalité, ou encore les signes de ponctuation qui ne sont parfois pas susceptibles
d’aider la fouille de texte, ces opérations de pré-traitement permettent d’effectuer une
synchronisation massive des corpus préts a étre exploités par des applications de fouille
de texte. Dans la littérature, la communauté de recherche a travaillé sur différentes
techniques de pré-traitement qui sont toutes différentes. Certaines de ces techniques
sont discutées ici.

2.2.2 Travaux connexes
2.2.2.1 Travaux connexes dans le domaine général

Dans la littérature, de nombreux chercheurs ont abordé la question des pré-traitements
appliqués a des données textuelles afin de les rendre compatibles avec les algorithmes
d’apprentissage automatique. Ainsi, plusieurs outils ont vu le jour, par exemple : Uni-
tex (Paumier, 2003), GATE (Cunningham et al., 2002) et LinguaStream (Widlocher
and Bilhaut, 2006). Cependant, différentes expériences nous ont montré les limites de
ces outils. En effet, certains ne disposent pas d’une cartouche de correction orthogra-
phique, tandis que d’autres sont trés spécialisés sur certains types de données et donc
trés peu ou pas généralisables.

(Wang, 2004) décrit cinq approches différentes permettant, & partir de textes bruts,
la création d’une structure intermédiaire pour la fouille de texte. La premiére approche
consiste a sélectionner un ensemble de mots a partir d’'un document pour le représenter.
De nombreux travaux (Ahonen-Myka, 1999a, 2002, 1999b; Li and Chung, 2005) ont
utilisé cette approche. Pour obtenir de meilleures performances, les mots vides peuvent
étre supprimés de cet ensemble de mots. La deuxiéme approche affine chaque sac de
mots obtenu en référencant une liste de mots clés (Calvo-Flores et al., 2002; Feldman
et al., 1998; Feldman and Hirsh, 1996). Ces derniers sont tirés avec différents schémas
tels que le schéma de la pondération basé sur la fréquence (Calvo-Flores et al., 2002) ou
Pextraction de mots clés basée sur les CRF (champs aléatoires conditionnels) (Zhang
et al., 2008). En revanche, la suppression d’informations riches pourrait impacter la
fouille de texte, ce qui représente un inconvénient dans cette approche. La troisieme
approche est celle du document prototypique (Rajman and Besangon, 1998) et qui est
composée de deux modules. Le premier est le Part-of-Speech Tagging (POS)(Feldman
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et al., 1998) qui attribue des tags de maniére automatique a des mots en fonction du
contexte grammatical de la phrase. Le second consiste & extraire les termes (extraction
d’entités nommeées) qui dépendent du domaine d’application (Lin et al., 1998). Ces
termes peuvent étre des phrases ou de simples mots. La quatrieme approche : textes
a multi-termes (Heinonen et al., 1999) consiste en la co-occurrence d’un ensemble de
mots dans des données brutes. La derniére approche décrite est conceptuelle et extrait
d’abord les termes clés et leur relation syntaxique afin de pouvoir extraire des concepts
plus significatifs sur le plan sémantique.

D’autres travaux se sont focalisés sur des méthodes de pré-traitement de textes
moins généralistes et plus spécialisées. Hotho et al. (2005) a identifié trois de ces
étapes. La premiére est la Tokenisation, qui a pour but de générer un flux de mots en
supprimant les suites de caractéres vides et les signes de ponctuation. Le document ré-
sultant est appelé dictionnaire. La deuxiéme étape cherche a réduire la dimensionnalité
du probléme et consiste a appliquer des opérations telles que le Filtrage (suppression
des mots vides) ; la Lemmatisation (mapper les mots nominaux & leur forme singuliere
et les verbes a leur forme a 'infinitif). Cette opération est sujette aux erreurs. Et enfin
la Racinisation (pour ramener chaque mot & sa racine, (Porter, 1980)). La troisieéme
étape est également utilisée pour réduire davantage les mots du lexique et consiste a
sélectionner les mots clés. Hotho et al. (2005) a utilisé ’entropie & cette fin de maniere
a estimer I'importance d’un mot en calculant I’entropie. Une autre technique de sélec-
tion des mots clés est le calcul des distances entre les couples mots d’un corpus afin de
mesurer leur similarité. La plupart des mots clés associés ayant une distance minimale
sont sélectionnés (Kardan et al., 2013).

2.2.2.2 Travaux connexes dans le domaine médical

Dans le traitement des données textuelles du domaine médical, Mathiak and Eck-
stein (2004) ont défini une méthode de fouille de texte composée de cing étapes. Le
pré-traitement des données est I'une de ces étapes durant laquelle plusieurs opérations
ont été définies : la tokenisation, Le Part-Of-Speech Tagging, le calcul des fréquences
des termes et enfin les méthodes de racinisation. En utilisant ce processus, ils ont mon-
tré qu’il est possible de réduire considérablement le temps en extrayant les termes les
plus intéressants dans une démarche de fouille de texte.

Dans larticle (Sun et al., 2018), les chercheurs ont montré 'importance et I'utilité
des techniques de pré-traitement en amont de la fouille de texte et en particulier quand
il s’agit d’explorer des données semi-structurées ou non structurées telles que le texte
médical. Les auteurs attestent qu’il est nécessaire de pré-traiter les données sources
afin d’améliorer la qualité des données, et ainsi améliorer les résultats des taches ulté-
rieures. Par ailleurs, ils montrent qu’il est primordial d’adapter le choix des techniques
de traitement en fonction des types des données a traiter.

Dalianis (2014) trouve que les textes cliniques contiennent souvent du bruit ce qui
les rend difficiles a traiter, et que les technologies standard de recherche d’information
(RI) ne peuvent pas étre utilisées pour récupérer des informations pertinentes a partir
de ce type de textes. Ces derniers doivent étre pré-traités a ’aide de : la vérification
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ou correction orthographique grammaticale, I’extension des abréviations, la lemmati-
sation et enfin la détection de la négation, afin de normaliser ces textes.

2.2.3 L’utilité des pré-traitements

La fouille de données textuelles est une tiche souvent complexe qui doit se ba-
ser sur la modélisation informatique des données, mais aussi I’étude linguistique. En
effet, les scientifiques sans formation linguistique, sont souvent surpris par 1’éventail
des possibilités linguistiques pour exprimer méme les concepts les plus simples (Cohen
and Hunter, 2008). Par ailleurs, il est plus judicieux de prendre en compte la langue
utilisée et le domaine d’application entre autres lors de ’exécution de ces techniques
notamment le pré-traitement des données. En fonction de 'exigence de I'application,
certaines étapes de pré-traitement sont appliquées ou pas.

(Torunoglu et al., 2011) ont étudié 'impact du pré-traitement sur deux grands
ensembles de données provenant de journaux turcs. Ils ont utilisé des techniques de
pré-traitement basiques comme la suppression des mots vides, la racinisation, la pondé-
ration des termes. Ils ont montré que la racinisation a un grand impact sur I’Extraction
d’Information (Information Retrieval). En revanche, la suppression des mots vides et
la racinisation ont moins d’impact sur ’exactitude de la classification. Un travail si-
milaire a également été réalisé par (Sohail and Hassanain, 2012) sur des données en
langue arabe. A cet égard, ils ont présenté une étude approfondie sur les différentes
techniques de pré-traitement que les chercheurs utilisent pour gérer ce type d’applica-
tions de pré-traitement de texte basées sur la langue arabe.

Dans larticle de (Etaiwi and Al-Naymat, 2017), les chercheurs ont étudié I'impact
d’utilisation des techniques de pré-traitement de textes sur la précision de détection
en utilisant des algorithmes d’apprentissage automatique tels que SVM (Vapnik, 1964)
et NB (Edwards, 1986). Dans leur analyse, ils ont utilisé un nombre limité de carac-
téristiques linguistiques qui réduisaient la précision de la détection. Ils ont conclu que
la suppression des signes de ponctuation, les mots vides et les caracteres numériques
permet de mettre ’accent sur les mots importants, et donc d’optimiser les résultats de
toute approche de traitement de texte.

En dépit des différences des approches citées dans les travaux ci-dessus, elles dé-
montrent que la plupart des techniques de fouille de texte sont fondées sur I’idée qu’un
document texte peut étre présenté par un ensemble de mots. Si chaque document
doit étre considéré comme un vecteur linéaire, alors pour chaque mot du document,
une valeur numérique est stockée montrant son importance dans le document (vec-
teur linéaire). Les recherches ci-dessus effectuées dans le domaine du pré-traitement
indiquent que diverses méthodes découvrent progressivement un lot représentatif de
mots sur lesquels des techniques de fouille de texte peuvent étre utilisées pour découvrir
des modeles intéressants de cognition.
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2.2.4 Considérations conceptuelles et empiriques

A ce stade, nous avons pu voir Pimportance du pré-traitement des textes dans la
fouille de texte. Cependant, le pré-traitement peut également supprimer des informa-
tions utiles (lors de la suppression des mots vides), introduire des erreurs dans l’analyse
(lorsque la racinisation confond des mots sémantiquement distincts) et donc modifier
radicalement les performances des taches ultérieures (Boyd, 2016). En d’autres termes,
le pré-traitement peut affecter la fiabilité et la validité des résultats de la méme ma-
niere que les degrés de liberté des chercheurs (Simmons et al., 2011) peuvent modifier
les résultats de la recherche pendant le codage méta-analytique (Wanous et al., 1989),
la recherche qualitative (Jonsen et al., 2018) et le dépistage des réponses quantitatives
(Meade and Craig, 2012). De plus, méme si la plupart des recherches sont d’accord sur
I'importance du pré-traitement des textes dans les applications de fouilles de texte,
nous avons pu constater que les chercheurs fournissent des recommandations de pré-
traitement parfois contradictoires.

Nous allons aborder dans ce qui suit les techniques de pré-traitement de textes
de maniére plus approfondie afin d’observer ces recommandations contradictoires et
fournir des lignes directrices pour la recherche en fouille de texte. Mais dans premier
temps, il est nécessaire de comprendre les considérations conceptuelles et empiriques
qui devraient guider les choix de certaines techniques de pré-traitement ; c’est-a-dire,
pourquoi et quand le pré-traitement peut affecter les résultats de la fouille de texte
étant donné que ce pré-traitement doit étre considéré dans le contexte de son corpus.

Afin de mieux répondre a une requéte dans un systeme de fouille de texte, il faut
comprendre trois éléments. Premiérement, ce qui est véhiculé comme information et de
quelle fagon : le contenu et le style des textes (Pennebaker et al., 2003). En effet, le pré-
traitement permet de déterminer si des éléments de style qui peuvent étre informatifs
pour des questions précises, tels que 'utilisation d’abréviations ou les fautes d’ortho-
graphe, sont présents dans le texte. Deuxiémement, les caractéristiques des textes :
la taille du corpus et la longueur moyenne d’un document car les grands corpus ont
le pouvoir de fines distinctions entre, par exemple, les versions singulier et pluriel des
noms. Ainsi, le choix de la lemmatisation et la racinisation est étroitement lié a la
taille du corpus (Kern et al., 2016 ; Kobayashi et al., 2017b). Troisitmement, comme
le note le manuel opérateur de l'outil Linguistic Inquiry and Word Count (LIWC),
lors du pré-traitement, il faut “garder a ’esprit quels sont vos objectifs en analysant
les données” (Pennebaker et al., 2015). En d’autres termes, il faut tenir compte des
étapes ultérieures du processus de fouille de texte, notamment, la nature des questions
auxquelles on veut répondre.

2.2.5 Pré-traitements
Nous allons a présent expliquer les techniques de pré-traitement et leurs effets

sur la fouille de texte, en les reliant aux considérations conceptuelles et empiriques
susmentionnées.
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2.2.5.1 Collecte, nettoyage et transformation des données

La premiere étape dans toutes les applications de traitement automatique de lan-
gage naturel est la collecte des données. Ces dernieres peuvent provenir de sources
diverses, et elles sont soit structurées soit non structurées. Il est souvent question de
concevoir un lac de données (Data Lake) afin de maintenir les sources de données dans
leur forme originelle pour éviter ou minimiser la perte d’informations au moment de
leur traitement. Une autre solution consiste a concevoir un multi-stores permettant
de regrouper les sources de données hétérogenes, stockées sous des formats différents :
PDF, MS Word, Texte brut, HTML, etc. Afin d’extraire les textes bruts, différentes
techniques sont utilisées telles que : parser les documents (PDF et MS Word) afin
d’extraire le texte brut ; retirer les balises HTML, etc.

Les textes bruts contiennent d’imperfections et parfois des caracteres issus des er-
reurs de retranscription. Les nettoyer doit permettre d’éliminer les bruits et les parties
non significatives qui peuvent réduire les performances des taches de fouille de texte,
tout en conservant les caractéristiques textuelles essentielles.

2.2.5.2 Tokenisation

La tokenisation est le processus qui consiste a diviser un document texte en unités
de traitements significatives (mots) appelés jetons (tokens en anglais) (Hassler and
Fliedl, 2006). Ce processus est fondé sur un modele spécifique en utilisant des regles
et des expressions régulieres, et utilise les signes de ponctuation et ’espace blanc avec
quelques heuristiques pour éviter les cas non triviaux. Il s’agit généralement du premier
processus de toute application de traitement automatique de langage naturel. Cette
opération a trois principaux objectifs : le premier est d’obtenir tous les mots du corpus ;
le deuxiéme est d’identifier des mots-clés significatifs ; et le troisieme est de reconnaitre
les limites des phrases et des mots. La tokenisation est généralement considérée comme
une tache triviale, en particulier lorsqu’on considere des langues telles que le francais
ou les mots sont séparés par des espaces blancs. Cependant, il existe de nombreux obs-
tacles a gérer tels que les acronymes, les abréviations ou encore les exceptions reliées au
domaine d’application (par exemple, les médicaments ou les noms de traitements dans
le domaine médical). En effet, le point « . » indique généralement la fin d’une phrase,
et est considéré comme un jeton a part entiere. Cependant, lorsqu’il apparait dans des
abréviations ou des acronymes, il devient une partie intégrante du jeton. La tokenisa-
tion joue un réle important dans ’analyse lexicale, mais aussi dans la segmentation
des textes en phrases, comme nous allons le voir dans ce chapitre. Une autre difficulté
liée a ce processus est la gestion des césures pour les mots contenant des traits d’union.

De nombreuses méthodes de tokenisation (Attia, 2007; Huang et al., 2007; Labadié
and Prince, 2008) sont proposées en fonction des différentes langues. Chaque langue
a des spécificités qui doivent étre considérées indépendamment. En effet, pour le chi-
nois, le japonais et le thai, le texte est représenté comme une séquence de caracteres
sans espace entre eux. Pour obtenir des mots, des méthodes particulieres doivent étre
appliquées. Pour 'arabe, les pronoms sont souvent attachés aux verbes. La tokenisa-
tion est une étape importante surtout quand il s’agit de traiter des documents issus
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d’un systeme OCR (Reconnaissance Optique de Caracteres), qui pourraient se montrer
comme une source de bruit, pour identifier les mots (Kolak et al., 2004). Dans cette
these, compte tenu des différentes spécificités liées au choix de la langue utilisée, nous
nous intéressons en particulier aux travaux de tokenisation réalisés sur des documents
de texte rédigés en langue francaise.

2.2.5.3 Normalisation

La normalisation de texte fait référence & un ensemble de taches qui transforment le
texte en une forme canonique plus standard. C’est 'une des étapes clés du traitement
automatique de textes dans lesquels la variation orthographique abonde de la norme
contemporaine. La normalisation des textes a de nombreux objectifs. Elle permet de
réduire les variations des variables a traiter. Cela est particulierement utile dans les
systémes de questions/réponses qui peuvent étre congus de maniére & interroger une
seule variante standard mais qui prend en compte toutes ses variantes orthographiques
(dialectales, familieres ou argotiques). La normalisation permet de réduire la dimen-
sionnalité du probleme lorsqu’il s’agit d’utiliser des algorithmes d’apprentissage auto-
matique. En d’autres termes, il s’agit de réduire le nombre de vecteurs représentant
les mots du corpus dans un espace vectoriel.

En fonction de 'application de fouille de texte et du niveau de sa représentation,
différentes techniques peuvent étre appliquées. En plus de la racinisation et de la lem-
matisation, certains travaux recommandent de convertir tout le texte en une seule casse
en minuscules ou en majuscules (Banks et al., 2018; Kobayashi et al., 2018). En re-
vanche, cela pourrait compliquer davantage les taches de traitement de textes telles que
la désambiguisation sémantique ou la détection des limites de phrases. La conversion en
minuscules n’est pas toujours nécessaire puisque, comme on ’a précisé, il faut prendre
en compte les exigences conceptuelles et les objectifs a tenir. Par ailleurs, d’autres re-
cherches recommandent de supprimer les caractéres non alphabétiques (Banks et al.,
2018) du texte. Néanmoins, la ponctuation est un élément du style qui peut se montrer
nécessaire dans les taches ultérieures.

2.2.5.4 Lemmatisation et Racinisation

La lemmatisation est une technique qui effectue une analyse morphologique com-
plete d’'un mot et produit également la forme de base du mot en s’appuyant géné-
ralement sur des dictionnaires. En d’autres termes, les mots sont confrontés a un
dictionnaire qui sert & faire correspondre les variantes d’un mot a sa forme de base.
La lemmatisation dépend souvent du langage utilisé (Habash et al., 2009; Suhartono,
2014). De fagon générale, un lemmatiseur comporte trois parties : (i) un ensemble de
reégles, (ii) un lexique de mots de base, et (iii) un algorithme de lemmatisation. Dans la
littérature, certains travaux ont abordé la lemmatisation avec des approches fondées
sur les regles (Plisson et al., 2004) tandis que d’autres ont tenté des approches d’appren-
tissage automatique. Dans (Jongejan and Dalianis, 2009), les auteurs ont proposé une
approche supervisée pour apprendre automatiquement les régles de lemmatisation des
langues néerlandaise et allemande. A I’origine, le but principal de la lemmatisation est
de réduire le temps de calcul et d’améliorer le rappel dans la recherche d’informations.
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Cependant, ces techniques peuvent également augmenter la puissance en réduisant la
dimensionnalité.

La racinisation est le processus de réduction des formes infléchies d’'un mot a leur
racine. Dans le traitement automatique de langage naturel, de nombreux algorithmes
de dérivation ont été proposés (Jivani et al., 2011; Paik et al., 2011; Majumder et al.,
2007). Ils consistent & supprimer la fin des mots pour ne garder que la racine. De cette
maniére, I'utilisation de la racine est appliquée pour réduire la taille de I’ensemble des
données. Dans la littérature, il existe trois approches de base pour la racinisation. La
premiere consiste a supprimer les préfixes et suffixes des mots pour ne garder que la
racine (Dawson, 1974; Lovins, 1968; Paice, 1990; Porter, 1980). La deuxiéme approche
est statistique et ne dépend pas de la langue (Rogati et al., 2003; Majumder et al.,
2007). La troisieme approche est mixte, et comprend des algorithmes de flexion et
d’autres basés sur un corpus.

La prudence est de mise car l'utilisation de ces deux techniques peut augmenter
la couverture des dictionnaires, mais si cela introduit des erreurs ou confond des mots
distincts, cela réduira la précision et la validité de la fouille de textes. En effet, la
lemmatisation d’un grand dictionnaire est une stratégie trés chronophage. De plus,
elle peut étre une source d’ambiguité quand il s’agit de traiter des polysémes (mots
ayant plusieurs sens). Par ailleurs, le regroupement des variantes de mots en une seule
racine peut supprimer les différences de style du texte. La racinisation utilise souvent
des heuristiques basées sur des régles pour supprimer les suffixes des mots (Jivani et al.,
2011), ne laissant que la racine, sans tenir compte des homographes (les mots écrits de
la méme maniére mais avec des significations différentes). Cette technique peut aussi
associer des mots différents a la méme racine. De plus, cela peut créer des mots irréels
ce qui les rend difficile & interpréter.

2.2.5.5 Correction orthographique

La correction orthographique permet de détecter les mots mal orthographiés et de
proposer si possible une correction. Cette tdche de normalisation est souvent tres utile
dans le traitement de données textuelles, surtout quand il s’agit de données retrans-
crites par un processus de reconnaissance optique de caracteres (OCR). Les fautes de
frappe n’apparaissent que quelques fois dans un corpus et ne fournissent probablement
que peu de valeur pour une analyse ultérieure dans la fouille de texte. Leur correction
a le potentiel de réduire la dimensionnalité du probléeme. Les quatre types d’erreurs
les plus fréquemment rencontrés sont : l'insertion, la suppression, la substitution et
la transposition. Ces types englobent environ 80% de toutes les fautes d’orthographe
(Kukich, 1992). La plupart des vérificateurs orthographiques utilisent des techniques
de correspondance de chaines avec un dictionnaire spécifique ou un thésaurus pour une
langue donnée. La distance d’édition, aussi appelée distance de Damerau-Levenshtein
(Kukich, 1992), permet de calculer le nombre minimum d’opérations nécessaires pour
transformer une chaine de caractéres en une autre chaine, et est souvent utilisée dans
les systemes de correction orthographique. D’autres types d’erreurs existent telles que
les erreurs non lexicales, c’est-a-dire des erreurs qui aboutissent a un mot qui existe
dans le dictionnaire et qui ne peuvent donc pas étre détectées et corrigées sans prise
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en compte du contexte environnant. D’un autre coté, les fautes d’orthographe peuvent
s’avérer informatives pour des questions précises et représenter un style de texte en
particulier. La nécessité d’effectuer ce travail de pré-traitement dépend en réalité des
besoins spécifiques liés a la tache de fouille de texte.

2.2.5.6 Suppression des mots vides

Les mots vides sont des mots utiles pour faire des phrases, mais qui ont peu de
contenu informatif. Ce sont des mots tres courants dans un corpus et peuvent devenir
non informatifs pour la compréhension du sens d’'un document ou d’un texte. Ces mots
sont souvent supprimés lors du pré-traitement pour la fouille de texte. Cela permet
de réduire le temps de calcul, et d’améliorer les performances des taches de classifi-
cation de texte (Saif et al., 2014; Wilbur and Sirotkin, 1992; Yang and Wilbur, 1996;
Silva, 2003; Makrehchi and Kamel, 2008). En effet, des mots comme « le » ou « et »
sont des mots courants et n’ont pas de capacité de discrimination. Les chercheurs ont
recommandé de toujours supprimer les mots vides (Banks et al., 2018), sauf pour les
documents courts (Kobayashi et al., 2018).

La suppression des mots vides a été abordée de plusieurs maniéres. La premiére
approche, et la plus utilisée, concerne la suppression en rejetant les mots apparaissant
dans une liste compilée de mots vides dépendant de la langue. Certains schémas (Lo
et al., 2005; Rose et al., 2010) sont également proposés pour la génération automatique
de listes de mots vides. On peut également personnaliser une liste de mots vides en
fonction des mots qui peuvent étre intéressants pour une tache souhaitée.

D’autres approches, dites automatiques, se contentent de supprimer les mots ayant
atteint un certain nombre d’occurrences dans le document ou dans le corpus. Ce nombre
d’occurrences est un seuil défini en fonction des exigences et du domaine d’application.

2.2.5.7 Détection des limites de phrases

La tache de la détection des limites de phrases ou de la désambiguisation des limites
de phrases (Sentence Boundary Detection) est d’identifier les éléments de phrases dans
un texte. La plupart des applications de TALN reposent sur cette tdche puisqu’elles
prennent une phrase comme unité d’entrée. C’est le cas pour la traduction automatique
(Wong et al., 2006), la recherche d’informations (Wang et al., 2012) et la reconnaissance
d’entités nommées (NER). Il s’agit d’une tdche non triviale, car les erreurs engendrées
par un mauvais découpage de phrases se propagent dans les taches ultérieures du trai-
tement de texte et auront un impact négatif sur leurs performances. La complexité de
cette tache est liée a 'ambiguité potentielle des signes de ponctuation. En francais, un
point «.», qui est utilisé pour signaler la fin d’une phrase, peut également étre utilisé
pour désigner une abréviation, un acronyme, un point décimal, des séparateurs dans
les adresses e-mail, etc. De plus, cette ambiguité varie selon les différents styles de
textes ou de corpus spécifiques, et selon la langue utilisée. Les performances élevées
obtenues dans la segmentation de textes en phrases dans certains travaux font d’elle
un probléme résolu (Kiss and Strunk, 2006). Cependant, les bons résultats obtenus
sur le domaine général ne se maintiennent pas toujours sur les données des domaines
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spécialisés, notamment dans le domaine médical qui connaissent un style d’écriture et
de formatage trés particulier.

Dans la littérature, les approches de segmentations de texte en phrases se répar-
tissent globalement en trois classes : (1) les approches basées sur les régles qui utilisent
des heuristiques et des listes de caractéres de ponctuation. En effet, de nombreux tra-
vaux ont tenté de résoudre cette question avec des approches fondées sur 1'utilisation de
ponctuations ambigués pour déterminer si la ponctuation courante est un vrai délimi-
teur (Grefenstette and Tapanainen, 1994). (2) des approches basées sur 'apprentissage
automatique entrainées dans une configuration supervisée et qui exploitent des algo-
rithmes tels que les arbres de décision ou les réseaux de neurones (Palmer and Hearst,
1997). (3), des applications non supervisées de 'apprentissage automatique (Kiss and
Strunk, 2006), qui ne nécessitent que des corpus bruts.

2.2.5.8 Désambiguisation sémantique

La désambiguisation sémantique est une technique qui permet de déterminer le
sens des unités lexicales polysémiques dans un texte, et s’effectue en tenant compte du
contexte. Elle consiste donc a sélectionner automatiquement le sens le plus approprié
d’un mot en fonction du contexte dans lequel il est cité (Nancy and Jean, 1998; Na-
vigli, 2009), et le distinguer des autres définitions qu’on peut attribuer a ce mot. La
désambiguisation sémantique n’est pas une fin en soi, mais constitue une étape « in-
termédiaire » indispensable pour la préparation des données textuelles aux différentes
taches ultérieures de traitement de texte (Kilgarriff, 1997; Navigli, 2009; Zhong and
Ng, 2012). En effet, elle permet d’améliorer les performances et I'exactitude de diffé-
rentes applications, en particulier celles qui visent a comprendre le texte en langage
naturel, telles que la traduction automatique ou la recherche d’informations.

Du fait de cette grande variété d’intéréts, plusieurs chercheurs ont vite identifié
les difficultés liées a la désambiguisation sémantique. Toutefois, les approches propo-
sées dans chaque domaine ont également été multiples et trés diverses, en fonction
des besoins et des savoirs afférents a chacune des matieres concernées. Dans la littéra-
ture, parmi les méthodes connues de désambiguisation sémantique (Navigli, 2009), il
existe principalement trois catégories. La premiere regroupe les méthodes qui utilisent
des régles simples pour détecter le sens d’'un mot dans un ensemble préalablement
défini (Hindle, 1989). La deuxiéme catégorie repose sur l’apprentissage automatique
supervisé et 'utilisation des corpus de textes annotés réunissant des exemples d’ins-
tances désambiguisées de mots (Bakx et al., 2006; Navigli, 2009). La derniére catégorie
concerne les systémes non supervisés qui utilisent des connaissances provenant des
réseaux sémantiques (Schwab et al., 2012; Navigli, 2009).

2.2.5.9 Détection de la négation et de ’incertitude

La détection automatique de la négation et de I'incertitude fait partie des taches de
pré-traitement dans l'extraction d’informations, I’analyse des sentiments et le traite-
ment automatique de langage naturel de maniere générale. Une phrase est considérée
comme négative, si elle contient une forme de négation sur une partie ou toute la
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phrase. Une phrase est incertaine lorsqu’a sa lecture seule, on n’est pas en mesure d’af-
firmer la présence ou non des concepts qui y sont contenus. Ces définitions génériques
n’indiquent aucun moyen pour permettre de 'identifier dans les textes, mais laissent
supposer une grande variété de réalisations linguistiques.

Les phrases négatives et spéculatives ont un réle important dans la langue car elles
modifient souvent la polarité et donc le sens des phrases qui suivent dans un texte. Ce-
pendant, il est important de savoir les détecter car elles représentent 1'une des sources
d’erreur les plus répandues dans la fouille de texte (Schwartz et al., 2013). La gestion
de négations et des incertitudes permet de capturer plus d’informations sémantiques,
et par conséquent réduit les erreurs et augmente la validité des taches ultérieures.

Une méthode rudimentaire de gestion des négations consiste a ajouter une chaine
de caracteres prédéfinie (par exemple : «not_ ») a chaque mot qu’elle précede, créant
ainsi un nouvel uni-gramme distinct (Speer, 2018). Cependant, la principale difficulté
est d’étre capable de résoudre les ambiguités, c’est-a-dire différencier les contextes ou
les termes sont utilisés comme marqueurs de ceux ou ils ne le sont pas. De plus, ces
marqueurs ne sont pas toujours présents sous formes de mots mais peuvent étre des
préfixes ou méme des chiffres. L’effet d’'un marqueur de négation ou d’une incerti-
tude s’étend généralement sur toute la phrase, ou simplement sur une partie de cette
derniere. Cette derniére est appelée portée (scope). Identifier automatiquement les por-
tées, de maniére précise, est une tadche complexe. En effet, la portée peut s’étendre des
deux c6tés d’'un marqueur et peut étre discontinue. De plus, plusieurs portées peuvent
se chevaucher quand il y a plusieurs marqueurs dans une méme phrase. Ces portées
doivent étre repérées indépendamment 'une de 'autre.

Dans la littérature, il existe généralement deux familles d’approches pour la dé-
tection automatique des phrases négatives ou spéculatives. Des travaux utilisant des
régles a 'aide d’expressions réguliéres et de systémes experts tels que NegEz (Chapman
et al., 2001) et Negfinder (Mutalik et al., 2001) et des travaux récents qui se basent
sur des méthodes de classification automatique supervisée (Lapponi et al., 2012; Read
et al., 2012; Packard et al., 2014; Fancellu et al., 2016).

2.2.5.10 Etiquetage morphosyntaxique (POS)

L’étiquetage morphosyntaxique (aussi appelé étiquetage grammatical) consiste a
taguer chaque mot dans un texte par sa catégorie lexicale correspondante, également
appelée balise ou classe de mots, par exemple : verbe, adjectif, adverbe, préposition,
etc. Cette opération doit étre considérée comme un sous-processus de pré-traitement
linguistique plutét que comme un pré-traitement de texte (Hotho et al., 2005). Léti-
quetage en domaine de spécialité est limité par la disponibilité d’outils et de corpus
annotés spécifiques au domaine.

L’importance de I'étiquetage morphosyntaxique vient de la quantité d’informations
qui pourraient étre extraites sur un mot et ses voisins, et pourrait étre exploité dans
une logique de désambiguisation sémantique ou de classification de texte en réduisant
les erreurs d’interprétation de mots similaires.
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Dans le marquage basé sur des regles, les balises sont attribuées a chaque mot en
utilisant des regles généralement basées sur le cadre contextuel (Hasan et al., 2007).
La précision de ces étiqueteurs n’est pas trés bonne et ceux-ci ne sont pas robustes,
tandis que les étiqueteurs basés sur des approches stochastiques ont de meilleures
performances, et leur précision est plus élevée. La plupart des approches stochastiques
sont basées sur le modele de Markov (Hasan et al., 2007). Par ailleurs, il existe des
approches hybrides qui bénéficient des avantages des deux méthodes évoquées.

2.2.5.11 La reconnaissance d’entités nommées (NER)

La reconnaissance d’entités nommées est une tache souvent utilisée en amont de
Pextraction d’informations (IE), et qui consiste & identifier et classer automatiquement
les entités spécifiées dans un ou plusieurs corpus de textes dans des catégories préala-
blement définies, telles que : personnes, lieu, date, etc. Cette technique est utilisée dans
de nombreux domaines de l'intelligence artificielle (Dalloux et al., 2021), notamment
le traitement automatique de langage naturel et ’apprentissage automatique. Elle est
utile dans diverses applications comme la classification automatique, la compréhension
du langage naturel et les systémes de questions/réponses.

Cette tache a été abordée par deux approches principales. La premiere est une
approche basée sur des régles (orientée connaissances), fondée sur un lexique et un
ensemble de regles. Ces regles sont souvent établies par des experts en s’appuyant es-
sentiellement sur des descriptions linguistiques, des dictionnaires de langue et des mots
déclencheurs.

La deuxiéme approche est basée sur l'apprentissage automatique (orientée don-
nées), en utilisant des algorithmes d’apprentissage majoritairement supervisés sur un
corpus de textes préalablement annoté, pour apprendre des régles d’extraction de ma-
niére autonome (par exemple, les champs aléatoires conditionnels (McCallum and Li,
2003; Settles, 2004), la machine & vecteurs de support (Vapnik, 1964; Kazama et al.,
2002; Isozaki and Kazawa, 2002)[78 ; 79], le modele de Markov caché (Bikel et al., 1998),
etc.), ou non supervisés tels que le clustering (Etzioni et al., 2005; Nadeau et al., 2006).
Il existe dans la littérature des systémes de reconnaissance d’entités nommées qui com-
binent les deux techniques précédentes afin d’en tirer la maximum d’avantages. Pour
cela, les régles d’extraction d’entités nommées sont soit apprises automatiquement puis
révisées manuellement, soit écrites manuellement puis corrigées ou améliorées avec I’ap-
prentissage automatique (Lin et al., 1998).

En résumé, le processus de fouille de texte et le traitement automatique de langage
naturel en général, connalt plusieurs techniques de pré-traitement. Le choix de ces
techniques a rarement été soutenu par la recherche empirique ou la théorie. De mul-
tiples travaux se basent sur des pré-traitements de texte « standards » tout en utilisant
des techniques parfois contradictoires. En effet, chacune des techniques susmentionnées
doit étre étudiée et adaptée a la fois aux besoins et aux données concernées.
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2.3 Classification automatique des données textuelles

Dans le cadre de cette these, nous avons travaillé essentiellement sur des données
textuelles issues des centres de lutte contre le cancer en France. Ces données sont
les comptes rendus médicaux écrits par les médecins souvent pendant ou apres leur
consultation des patients atteints du cancer. Ces comptes rendus sont non structurés
et représentent une mine d’informations et une riche base de connaissances qui doit
étre impérativement exploitée pour guider les médecins lors de la prise de décision
médicale, et ainsi améliorer le processus de santé. Cependant, le volume important de
ces données rend leur exploration et leur analyse manuelle impossibles. Pour y remé-
dier, il est tout naturellement logique de penser aux applications de fouille de texte et
autres méthodes, puisqu’elles permettent d’extraire et de rechercher des informations
pertinentes a partir de grands volumes de données textuelles.

La classification de textes est souvent mise en ceuvre par des systémes de traitement
de I'information. Cette tache permet de classer de facon automatique des données tex-
tuelles généralement en provenance d’un corpus dans une ou dans plusieurs catégories,
en faisant appel & des méthodes numériques (c’est-a-dire des algorithmes de recherche
d’information ou de classification de type mathématique). La classification permet
d’organiser, de trier, et de rendre rapidement accessibles les informations contenues
dans les corpus, et ainsi pouvoir en tirer le maximum d’avantages dans leur secteur
d’activité, par exemple : la médecine.

La plupart des systemes de classification de texte et de catégorisation de docu-
ments peuvent étre décrits selon les quatre phases suivantes : (i) I'extraction de carac-
téristiques, (ii) la réduction de dimensions, (iii) la sélection de classificateurs, et (iv)
I’évaluation des performances de techniques de classification. Dans un premier temps,
nous allons voir les techniques de représentation de données textuelles et d’extraction
de caractéristiques utiles.

2.3.1 Représentation des données et extraction des caractéristiques

Dans cette section, nous allons étudier de maniere approfondie les approches de
classification automatique de textes. L’application de ces dernieres nécessitent que les
données textuelles doivent étre converties en « unités traitables ». En effet, la clé pour
comprendre ces documents est leur représentation, qui servira comme entrée aux algo-
rithmes de classification automatique de textes. Une solution intéressante permettant
d’obtenir une représentation sémantique de documents textuels est de transformer
chaque mot en un vecteur représentant sa sémantique. De nombreuses méthodes ont
été utilisées pour déduire des vecteurs a partir de texte au niveau des caracteres, des
mots, des phrases ou des documents. Toutes ces méthodes visent a quantifier la richesse
des informations et a les rendre plus adaptées pour 'apprentissage automatique, no-
tamment la classification de textes.

L’extraction des caractéristiques d’un texte consiste a le représenter de maniére

appropriée pour une analyse sémantique nécessaire dans la plupart des taches d’ap-
prentissage automatique. Cette représentation nous permet de réaliser de nombreuses
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statistiques utiles sur un ensemble de données, par exemple identifier les mots fréquents
ou identifier le nombre de documents contenant un mot spécifique, etc.

De nombreux chercheurs ont proposé des techniques de représentation des don-
nées textuelles et d’extraction de caractéristiques. Une fois les données préparées, ces
techniques peuvent étre appliquées. Parmi les méthodes courantes d’extraction de ca-
ractéristiques : les modeles de sac de mots (Bag of Words), tels que la fréquence des
termes (TF) (Salton and Buckley, 1988a), la fréquence inverse des documents (IDF)
(Jones, 1972), Word2Vec (Mikolov et al., 2013) et les vecteurs globaux pour la repré-
sentation de mots (GloVe) (Pennington et al., 2014). L’extraction des caractéristiques
de textes joue un réle crucial dans la classification de textes puisqu’elle a un impact
direct sur la précision de la classification de ces textes (Béchet et al., 2009).

2.3.1.1 TF ou Sac de mots (BoW)

La forme la plus élémentaire d’extraction des caractéristiques des mots pondérées
est TF (Term Frequency), aussi appelée sac de mots (Bag-of- Words), ot chaque mot
est associé a son nombre d’occurrences dans I'ensemble des corpus. Les méthodes qui
se basent sur TF utilisent généralement la fréquence des mots comme pondération
booléenne ou logarithmique. Ainsi, chaque document est converti en un vecteur (de
longueur égale a celle du document) contenant la fréquence des mots dans ce docu-
ment. Bien que cette approche soit intuitive, elle est limitée par le fait que des mots
couramment utilisés dans la langue peuvent dominer ces représentations. De plus, la
relation sémantique entre les mots et 'ordre d’apparition dans la phrase ne sont pas
sauvegardés.

2.3.1.2 TF-IDF

(Jones, 1972) a proposé la fréquence inverse des documents (IDF) comme méthode
a utiliser en conjonction avec la fréquence des termes (TF) afin de réduire effet des
mots couramment utilisés dans le corpus. La représentation mathématique du poids
d’un terme dans un document par TF-IDF est donnée dans 1’équation suivante :

W(d,t) =TF(d,t) 1 (—N ) (2.1)
9 = 9 * O.g °
df (t)

Ici N est le nombre de documents et df(¢) est le nombre de documents contenant
le terme ¢ dans le corpus. A cette méthode, I’Allocation de Dirichlet Latente (LDA)
(Blei et al., 2003) ou I’Analyse Sémantique Latente (LSA) (Deerwester et al., 1990) sont
souvent appliquées. Bien que cette mesure ait été proposée pour surmonter le probléme
des mots fréquemment utilisés, les relations sémantiques entre les mots, notamment
les mots similaires, sont perdues puisque chaque mot est représenté indépendamment
des autres. Cela engendre un réel probléeme quant a la compréhension des phrases d'un
texte.

2.3.1.3 Plongement de mots ( Word embedding)

Les représentations textuelles discrétes qui transforment les mots d’un ensemble de
données en un espace de sac de mots causent une perte d’informations sémantiques.
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Avec le développement de modeles plus complexes ces derni¢res années, de nouvelles
méthodes ont vu le jour telles que le plongement de mots (word embedding) (Levy
and Goldberg, 2014). Ces méthodes sont capables de surmonter ces limitations en re-
présentant I’ensemble de données a l’aide d’une approche de sous-espace continu avec
un nombre défini de composants ou de dimensions. Elles facilitent I’analyse séman-
tique et syntaxique car elles integrent des concepts tels que le calcul de similarité entre
les mots. Chaque mot du vocabulaire est représenté par un vecteur de N dimensions
de nombres réels. Conceptuellement, c’est une intégration mathématique d’'un espace
multidimensionnel, ou chaque dimension correspond a un mot, dans un espace vecto-
riel continu de dimension beaucoup plus faible. Ces représentations ont augmenté de
maniere significative les performances de diverses taches de TALN telles que I'analyse
syntaxique (Socher et al., 2013a) et l'analyse des sensations (Socher et al., 2013b).
Word2Vec, GloVe et FastText (Joulin et al., 2016) sont les trois méthodes les plus
courantes utilisées avec succes.

2.3.1.4 Word2Vec

Word2Vec est un groupe de modeles tres puissants permettant de découvrir les
relations entre les mots dans un corpus de données, notamment la similarité. Les
mots dits similaires se voient attribuer des vecteurs proches dans l’espace vectoriel.
L’architecture de ces modeles est composée d’'un réseau de neurones artificiels formé
de deux couches (une couche cachée), et est formé de maniére a capturer le contexte
sémantique des mots. Il s’agit des techniques les plus connues dans le TALN pendant
ces dix dernieres années. Les vecteurs de mots peuvent étre calculés a 'aide de deux
modeles : le modele de sacs de mots continus (CBOW) et le modele skip-gram. Dans
les deux cas, la taille des plongements de mots est définie par la taille de la couche de
projection.

mi mi2
miy Miy
m m
Miy1 Miyy
— CBOW skip-gram —

Mis2 Mis2

FIGURE 2.1 — Comparaison entre le modele CBOW qui apprend une représentation
(en violet) d’'un mot m; & partir des mots de son contexte ; et le modele Skip-gram qui
apprend une représentation (en vert) d'un mot, a partir de celui-ci pour en retrouver
le contexte.

Le modele CBOW permet d’obtenir une représentation appropriée d’un mot a par-
tir des mots qui lui sont proches dans le texte. Tandis que le modele skpi-gram vise
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a prédire les mots du contexte étant donné un mot. D’apres les auteurs de ’article
(Mikolov et al., 2013), le modeéle CBOW est rapide a entrainer, cependant, le modele
skip-gram fournit de meilleurs résultats pour les mots peu fréquents.

Les plongements de mots produits par les modeles CBOW et skip-gram peuvent
étre entrainés avec un trés grand ensemble de données avec des millions de mots. Le
modele résultant peut étre utilisé pour créer les vecteurs d’un ensemble de données
cible. Cependant, certains mots du nouvel ensemble de données peuvent ne pas étre
connus du modele entrainé. Une solution simple & cet inconvénient consiste a attribuer
un vecteur fixe a tous les mots hors vocabulaire (out-of-vocabulary).

2.3.1.4.1 Glove

Une autre technique puissante pour le plongement de mots est GloVe (Pennington
et al., 2014). Ce modele est similaire & la méthode Word2Vec, et combine les avantages
de la factorisation matricielle globale et des méthodes de contexte local. En effet, la
formation est effectuée sur des statistiques globales de cooccurrence de mots du corpus.
Le contexte est une fenétre de longueur fixe d’éléments lexicaux centrés sur le mot.
GloVe cherche a représenter chaque mot i et chaque mot j apparaissant dans le méme
contexte par des vecteur v; et v; respectivement, de dimension d = [50, 100, 200, 300]
tels que : v;.v; + b; + bj = log(X;;) ot X;; représente le nombre de fois ot le mot j se
produit dans le contexte du mot <. b; et b; sont des biais scalaires associés aux mots i
et 7 respectivement.

2.3.1.4.2 FastText

FastText (Joulin et al., 2016) est une bibliotheque logicielle pour 'apprentissage
de plongements de mots et la classification de textes proposée par le laboratoire de re-
cherche sur I'TA de Facebook. FastText est basé sur le modele skip-gram de Word2Vec.
Ce modele permet d’apprendre les représentations de mots de maniére a optimiser les
performances de la classification d’un texte. La différence principale est que chaque mot
est représenté par un sac de tous les n-grammes de caracteres possibles qu’il contient.
De cette maniere, la morphologie du mot est donc prise en compte lors du calcul du
vecteur, méme si 'ordre des grammes est ignoré. Par exemple, si n = 3, le mot «
traitement » donnera le sac de tri-grammes suivant : [<tr, tra, rai, ait, ite, tme, men,
ent, nt> , <traitement>|. Le vecteur prend désormais en compte chaque n-gramme de
caracteres et le vecteur du mot est la somme de tous les vecteurs n-grammes de carac-
teres du mot. Ainsi, FastText premet de résoudre la principale limitation de Word2Vec,
a savoir les mots qui n’apparaissent pas dans le vocabulaire ne peuvent pas étre repré-
sentés par le modele.

Dans le modele original de skip-gram, étant donné le corpus d’entrainement W =
{wy,wa, ...,wr}, Pobjectif est de maximiser la fonction de vraisemblance logarithmique
sur la base de la probabilité :

T
> log p(we|w) (2.2)

t=1 ceCy
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Ou C} fait référence a I’ensemble des mots de contexte entourant le mot w;. La
maniere la plus simple de définir la probabilité du mot de contexte w, étant donné wy
est de calculer la fonction softmax définie comme suit :

es(wt JWe)

Z]T:1 es(we,w;) (23)

softmax(s(we|w)) =

Ou s(we|wy) = ul, .V, Les vecteurs u], et vy, correspondent respectivement aux
plongements des mots wy et we.

Dans le modeéle FastText, une fonction de score s différente est proposée. Etant
donné un mot w; composé par ’ensemble des n-grammes G, une représentation
vectorielle z,, est associée a chaque n-gramme g € G,,. Ainsi, la fonction de score est
définie comme suit :

s(wg, we) = Z 2}V, (2.4)
9EGw,

Cette fonction permet de partager les représentations entre les mots, et d’apprendre
la représentation des mots rares.

2.3.1.5 Recommandations pour le calcul des vecteurs de mots

Il existe plusieurs plongements de mots entrainés a partir des corpus de données
trés larges, comme wikipedia, utilisant entre autres les méthodes mentionnées ci-dessus.
Ces vecteurs sont disponibles sur internet, facilement accessibles et utiles pour avoir un
modele de représentation tres général. Cependant, cela pourrait biaiser la modélisation
et rendre moins précis le plongement de mots vis a vis d'un probleme particulier. En
d’autres termes, 'utilisation de tels modeéles pourrait dissiper des différences entre
vecteurs utiles pour une problématique donnée. L’idéal serait d’entrainer son propre
plongement de mots a partir des données du corpus sur lequel on travaille quand on a
le temps et les ressources nécessaires en termes de données.

2.3.2 Réduction de dimensionnalité

Les séquences de texte dans les modeles vectoriels basés sur des termes comportent
de nombreuses caractéristiques. Cela rend la complexité du temps et la consommation
de mémoire tres coliteuses pour ces méthodes. Pour résoudre ce probléme, de nom-
breux chercheurs utilisent la réduction de dimensionnalité pour réduire la taille de
I’espace des caractéristiques. Ces méthodes permettent de projeter des données issues
d’un espace de grande dimension dans un autre espace d’une dimension plus petite. De
cette fagon, elles réduisent la complexité des probléemes d’apprentissage automatique,
notamment la classification de texte, et elles permettent d’améliorer des propriétés de
stabilité et de robustesse de ces algorithmes (Bousquet and Elisseeff, 2002).

L’analyse de composantes principales (Jolliffe, 1986) est la techniques la plus ré-
pandue dans ’analyse multivariée et la réduction de la dimensionnalité. Elle consiste a
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identifier un sous-espace dans lequel se trouvent approximativement les données pas-
sées en entrée (Abdi and Williams, 2010). PCA essaie de trouver de nouvelles variables
non corrélées et maximiser la variance pour « préserver autant que possible la variabi-
lité » (Jolliffe and Cadima, 2016). En dépit des éventuels avantages de l'utilisation de
ces méthodes dans les taches de traitement automatique de langage, cette étape reste
facultative dans le processus de classification de textes.

2.3.3 Classification automatique des textes

Dans cette section, nous présentons quelques algorithmes d’apprentissage automa-
tique utilisés dans la classification de texte parmi ceux qui sont les plus connus dans
la littérature. Dans ce qui suit, nous abordons certains algorithmes d’apprentissage
traditionnels tels que :Naive Bayes (NB) (Edwards, 1986), les arbres de décision (DT)
(Morgan and Sonquist, 1963), les machines & vecteurs de support (SVM) (Vapnik,
1964) et les k plus proches voisins (kNN) (Patrick and II, 1969). Ces algorithmes sont
souvent rapides et précis quand ils sont appliqués au texte. Nous décrivons également
des algorithmes basés sur des réseaux de neurones profonds tels que les réseaux de
neurones convolutionnels (CNN) (LeCun et al., 1989) et les réseaux de neurones récur-
rents (RNN) (Rumelhart et al., 1985), ainsi que des techniques de combinaisons. Dans
un premier temps, nous commencons d’abord par définir quelques notions de base de
I’apprentissage automatique.

2.3.3.1 Apprentissage automatique

L’apprentissage automatique, dans le domaine de l'intelligence artificielle, permet
aux ordinateurs d’apprendre & partir des données. Ce processus est généralement ré-
parti sur trois phases. La phase d’entrainement qui consiste a former un modele & partir
de I’ensemble des données d’entrainement disponibles en nombre fini. La deuxiéme est
celle de I’évaluation pendant laquelle le modele entrainé est testé. La derniere phase
correspond a la mise en production, c’est-a-dire de nouvelles données sont utilisées
pour obtenir un résultat correspondant a une tache donnée. Il arrive que certains sys-
temes continuent leur apprentissage une fois en production. Il existe plusieurs familles
d’algorithmes d’apprentissage automatique selon les informations disponibles lors de la
premiere phase et la tache qu’on souhaite résoudre : apprentissage supervisé, appren-
tissage non supervisé, apprentissage semi-supervisé, apprentissage par renforcement,
et apprentissage par transfert. Les deux premieres familles sont aujourd’hui omnipré-
sentes dans les applications de fouille de texte. Dans nos travaux de thése, nous nous
sommes intéressés particulierement a ces deux familles d’algorithmes.

2.3.3.1.1 Apprentissage non supervisé

L’apprentissage non supervisé consiste a déduire des modeles sous-jacents a par-
tir d’'un ensemble de données non étiquetées, sans aucune référence a des résultats
étiquetés. Il existe plusieurs algorithmes d’apprentissage non supervisé, cependant, le
partitionnement des données (clustering) est de loin la technique la plus souvent uti-
lisée. Son objectif est d’identifier automatiquement des sous ensembles a partir des
données, ou chacun regroupe des données ayant des caractéristiques similaires. Les
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groupes de données obtenus, appelés «clustersy, sont ensuite triés en fonction de leur
pertinence. La notion de similarité se traduit par une distance D entre les données.
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FIGURE 2.2 — Partitionnement des données.

Dans la Figure 2.2 ci-dessus, il semble naturel d’identifier trois regroupements.
Notons qu’ils ne sont pas nécessairement isotropes; ils n’ont pas le méme nombre
d’éléments, et parfois 'appartenance de certains points & un groupe est ambigué.

Par ailleurs, d’autres algorithmes d’apprentissage non supervisé existent tels que les
méthodes de réduction de dimension, par exemple, ’analyse en composantes principales
(PCA) ou l'estimation de densités de probabilité. L’indexation sémantique latente
(LSI) est aussi un autre type d’apprentissage non supervisé. Cette technique identifie
les mots et les phrases qui se produisent fréquemment dans le méme contexte.

Compte tenu de I’absence d’étiquettes, il est impossible aux algorithmes d’appren-
tissage non supervisé de calculer de facon sfire un score de réussite.

2.3.3.1.2 Apprentissage supervisé

Les algorithmes d’apprentissage automatique s’appliquent a des données étiquetées
(c’est-a-dire annotées) qui constituent I'ensemble d’apprentissage F = (z, yp) de taille
N,1 <n < N. Pour obtenir des résultats satisfaisants, F doit étre représentatif d’une
population d’échantillons large. L’objectif de ces algorithmes est donc de définir une
fonction de prédiction f,, (aussi appelée hypothese) a partir des données annotées a des
fins de généralisation sur des données non vues lors de la phase d’apprentissage. Ainsi,
pour chaque nouvelle donnée = ¢ E, f,, prédit une étiquette y associée a x a partir des
connaissances fournies par les N exemples de ’ensemble d’apprentissage. On consideére
que la fonction de prédiction f,, appartient a une famille de fonctions paramétrées
par w, ou w représente un ensemble de parametres, potentiellement tres grand. La
prédiction de I'étiquette de x sera alors fy,(x). Lors de 'apprentissage, w est adapté
de maniére a optimiser les performances de prédiction sur I’ensemble d’apprentissage.
De maniere générale, I'algorithme mesure 1’écart entre les étiquettes connues ¥, des
données de 'ensemble d’apprentissage, et les étiquettes prédites fy,(x,). Cependant,
la minimisation de cet écart ne suffit pas pour obtenir des performances de prédiction
optimales. Alors, on calcule Iétiquette d'une nouvelle entrée = : f(x), avec I’ensemble
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des parametres w obtenu lors de 'apprentissage. Le choix du critere d’optimisation de
w détermine le type d’apprentissage supervisé : probleme de régression ou de classi-
fication. Dans la régression, y, sont des valeurs scalaires ou vectorielles. Tandis que
dans la classification, ¥, constitue un ensemble fini dont les éléments correspondent a
des catégories ou des classes a identifier.
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FI1GURE 2.3 — Exemple de classification supervisée.

Dans la Figure 2.3 ci-dessus, les données sont annotées selon leur forme (triangle,
rond, carré) en trois catégories. L’objectif est de déterminer la catégorie d’'une nouvelle
données non étiquetée. La classification supervisée permet de définir donc une partition
de ’ensemble des données ou chaque élément est attribué a 'une des classes.

2.3.3.2 Algorithmes de classification supervisée de texte

La classification supervisée peut s’appliquer a de nombreuses taches dans des do-
maines d’applications différents tels que : la détection de fraudes (Irofti et al., 2020), le
tri automatique de spams (courriers indésirables) (Cormack and Lynam, 2007), ou de
documents (Larkey, 1999), la reconnaissance d’images (Zhang et al., 2020), etc., et a
des données de nature différente par exemple : des textes, des images, des vidéos, etc.
Dans le cadre de cette these, nous nous intéressons plus particulierement a la classifi-
cation supervisée de textes issus du domaine médical.

La classification de textes supervisée a pour objectif d’attribuer une ou plusieurs
classes (catégories) a chaque texte (un document, un paragraphe, une phrase ou un
mot) en fonction de son contenu sémantique et syntaxique. Il s’agit d’une tache fonda-
mentale du TALN avec de vastes applications dans le monde réel. Cette tache nécessite
des documents annotés afin d’apprendre les modeles de classification. Ensuite, ces mo-
deles pourront classer les nouveaux documents dans la ou les classes appropriées. Parmi
les algorithmes des plus connus, nous allons cité certains dans ce qui suit.

2.3.3.2.1 Classification naive bayésienne (NB)

Naive Bayes est un algorithme d’apprentissage génératif. Il s’agit de la méthode la
plus traditionnelle de catégorisation de textes, et qui a été utilisée depuis les années
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1950 (Porter, 1980). La méthode de classification Naive Bayes fait partie d’une famille
de classificateurs probabilistes basés sur I'application du théoréme de Bayes (John and
Langley, 1995), qui est formulé de la maniére suivante :

— Soient A1, Ao, ..., Ar, des événements mutuellement exclusifs dont 'union a une
probabilité égale a 1. C’est-a-dire :

> P(4;) =1 (2.5)

— On considére que les probabilités P(A;) sont connues.
— Soit B un événement tel que la probabilité conditionnelle de B sachant A;,
c’est-a-dire P(B|A;), est connue pour tout événement A;.

Alors :

P(B|A;)P(A;)

(2.6)

Dans un probleme de classification, Ai, As,..., A, correspondent aux classes
C1,Cy,...,Cr, et B correspond a un vecteur de caractéristiques X d’événements (X; =
21, Xo = xa, ..., Xy = Tp), avec X; qui représentent les variables et z; qui représentent
les valeurs. Alors, on peut réécrire la formule de Bayes (2.6) de la maniére suivante :

P(X|C;)P(C;)

(2.7)

Dées lors que le dénominateur P(X) est identique pour toutes les classes C;, I'esti-
mation de la probabilité sera exprimée comme suit :

P(Ci|X) = P(X[C;i) P(C;) (2.8)

Une fois les probabilités estimées, il s’agit désormais de classifier chaque nouvelle
instance X en identifiant sa classe la plus probable selon la fonction :

f(X) = argmaxP(Ci|X),i € [1, L] (2.9)

Cet algorithme est dit naif car il repose sur I’hypothese forte que les caractéris-
tiques sont conditionnellement indépendantes les unes des autres, c’est-a-dire qu’elles
présentent une indépendance conditionnelle de classe. En pratique, cette hypothese
n’est généralement pas respectée. Néanmoins, ce classificateur est utilisé dans diverses
taches de classification (Cheng et al., 2005; Muda et al., 2016), et est capable de riva-
liser avec des méthodes de classification plus sophistiquées, en raison de son efficacité
et sa rapidité.
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2.3.3.2.2 Arbres de décision (DT)

L’arbre de décision (Morgan and Sonquist, 1963) est un algorithme d’apprentissage
supervisé basé sur ['utilisation d’un arbre comme modele de prédication. Les arbres de
décision peuvent étre utilisés pour la classification et pour la régression. Dans ces struc-
tures, les feuilles représentent les étiquettes de classe et les branches représentent les
conjonctions des caractéristiques qui menent a ces étiquettes de classe (c’est-a-dire les
régles d’induction qui divisent I'espace d’instance en deux ou plusieurs sous-espaces).
Les algorithmes de construction d’arbres de décision fonctionnent généralement de
haut en bas, en choisissant a chaque étape une variable qui divise au mieux I’ensemble
des éléments. La Figure 2.4 ci-dessous représente un exemple d’arbre de décision.

z1 / ; z2 tl; ; 2

FIGURE 2.4 — Arbre de décision.

Pour construire un tel arbre, I'algorithme effectue une recherche gloutonne pour
trouver a chaque itération la caractéristique qui divise le mieux ’espace d’instances en
fonction de certaines métriques qui mesurent généralement 'impureté (ou la diversité)
des variables cibles au sein des sous-ensembles. Le but est donc de trouver la division
qui minimise "impureté. Plusieurs méthodes ont été proposées pour trouver 'attribut
optimal comme I'/G (Quinlan, 1986), 'indice de Gini (Breiman et al., 2017) ou l'en-
tropie croisée.

IG est une métrique basée sur I'entropie de la théorie de 'information. Elle me-
sure la quantité d’information qu'une variable aléatoire apporte sur une autre variable
aléatoire, c’est-a-dire la réduction de l'entropie d’une variable donnée par rapport a
une autre. Etant donné un ensemble de données D avec n valeurs cibles (des classes),
I’entropie de D est définie comme suit :

H(D) = — zn:piZOQZ(pi) (2.10)

=1

Ou p; est la proportion d’éléments appartenant a la ieme classe. En termes d’en-
tropie, IG(D, V') d’une variable V' par rapport a I’ensemble de données D est :
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IG(D,V)=H(D)— H(D|V) (2.11)
Avec :

2

HDWV)= > H(D,) (2.12)

vevaleurs(V) ‘ |

Ici, Dv est un sous-ensemble de D ou V a la valeur v.

Contrairement & ’entropie et a I'indice de Gini (Lerman and Yitzhaki, 1984), IG
mesure la pureté (Lee and Lee, 2006). Ainsi, la caractéristique qui maximise I'/G
est utilisée pour diviser I'espace de l'instance.En revanche, I'indice de Gini mesure
I’hétérogénéité d’'un ensemble de données, c’est une mesure tres similaire a ’entropie.
Etant donné un ensemble de données D avec N classes, et p; la proportion d’éléments
appartenant a la iéme classe, l'indice de Gini I de 'ensemble de données est défini
par :

I(D)=1-) p; (2.13)

2.3.3.2.3 Machines a vecteurs de support (SVM)

Les machines a vecteurs de support ont été développées par (Vapnik, 1964), et font
partie des algorithmes de classification supervisée les plus populaires dans 'appren-
tissage automatique. L’objectif des SVM est de regrouper les éléments de différentes
classes dans différentes zones de ’espace vectoriel d’entrée en utilisant un hyperplan de
marge maximale. Cet hyperplan est considéré comme un séparateur optimal avec une
meilleure capacité a classifier de nouvelles données inconnues. Dans le modele SVM,
les instances sont représentées sous forme de points (vecteur réel) dans cet espace.

Etant donné une tache de classification binaire ot I'étiquette d’instance est repré-
sentée par y; = 1 si x; appartient a la classe positive et y; = 0 si elle appartient a la
classe négative, et un ensemble de données d’apprentissage de n instances représentées
comme suit :

(?17 y1)7 (?27 y2)7 ceey (?na y’n)
Dans 'espace vectoriel, tout hyperplan pourrait étre exprimé comme suit :
W -b=0 (2.14)

Dans le cas ot les données d’apprentissage sont linéairement séparables, SVM tente
de trouver un hyperplan de marge maximale qui sépare dans l’exemple de la Figure
2.5 les petits ronds des petits carrés en résolvant le probleme d’optimisation suivant :

Minimiser || 6| ;vi(W6. 7 —b) > 1, foriec[l,n]
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FIGURE 2.5 — Exemple de classification par SVM.

Enfin, la fonction de classification est donc la fonction «signe» suivante :

y = f(W) = sgn(w.z; —b) (2.15)

Ot 7 et b sont les solutions au probleme d’optimisation ci-dessus. Pour les don-
nées d’apprentissage non linéairement séparables, 'hyperplan qui produit le moins de
prédictions de classification incorrectes sera sélectionné. Cela se fait par le biais de la
perte de charniere [ (hinge loss) (Rosasco et al., 2004) :

l(y) = max(0,1 — y;.y) (2.16)

On peut constater a partir de la formule 2.16 ci-dessus que la perte de charniere
est égale a 0 lorsqu’on prédit la bonne classe, et |y| > 1. Cependant, une pénalité
est appliquée lorsque |y| est inférieur & 1 ou lorsque la prédiction est erronée (y et
y; ont un signe opposé). Cette pénalité augmente linéairement avec y. Le probleme
d’optimisation & minimiser devient :

1 n
=3 ma(0, (W7~ b)) | + MBI (2.17)
=1

Une autre alternative, quand les données d’apprentissage ne sont pas linéairement
séparables, est de projeter les vecteurs des données dans un espace de plus grande
dimension de maniere a ce qu’ils soient linéairement séparables. Ensuite, ['algorithme
SVM est utilisé pour trouver I’hyperplan optimal qui sépare ces nouveaux vecteurs de
données.

2.3.3.2.4 Les k plus proches voisins (kNN)

L’algorithme des k plus proches voisins (Patrick and II, 1969) fait partie des al-
gorithmes dits «paresseux». Il n’effectue pas un apprentissage proprement dit, mais
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pour chaque nouvelle instance de test x, l'algorithme kNN trouve les k voisins les
plus proches de x parmi toutes les instances de ’ensemble d’apprentissage, et note
les candidats de catégorie en fonction de la classe de k voisins. L’hypothese sur la-
quelle s’appuie 'algorithme kNN consiste en I'idée qu’une instance est plus proche des
instances de la méme classe que celles des autres classes. Par conséquent, lors de la
classification d’une instance inconnue, l’algorithme regarde la classe la plus nombreuse
parmi les classes des k plus proches instances. La Figure 2.6 ci-dessous, montre un
exemple d’architecture d’'un modeéle kNN simplifié (ensemble de données en 2D).

+Class 1 @ Class 2 ® Class 3

FIGURE 2.6 — Une architecture de modele kNN pour ’ensemble de données 2D et trois
classes.

La regle de décision de kNN est :

f(@) = arg max S@,C;) = Y sim(x,d;)y(d;, Cy) (2.18)
! diek NN
ou S fait référence a la valeur de score par rapport a S(x,Cj), la valeur de score
du candidat 7 a la classe de j, et la sortie de f(z) est une étiquette vers l'instance de
I’ensemble de tests.

Le choix de la valeur de k a un effet sur la performance du classificateur KNN. En
effet, un k treés petit pourrait rendre le systéme sensible au bruit, en revanche, le choix
d’un k trop grand pourrait provoquer un sous-apprentissage.

2.3.3.3 Apprentissage automatique profond

Les modeles d’apprentissage profond ont obtenu des résultats de pointe dans de
nombreux domaines, y compris une grande variété d’applications TALN. L’apprentis-
sage profond pour la classification de textes comprend trois architectures de base. Dans
ce qui suit, nous allons décrire chacun de ces modeéles.

2.3.3.3.1 Réseau de neurones profonds

Les réseaux de neurones profonds (Deep Neural Network) sont congus de maniére
a apprendre & partir d’'une multi-connexion de couches, ou chaque couche recoit uni-
quement la connexion de la couche précédente, et fournit des connexions uniquement a
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la couche suivante (Kowsari et al., 2017). La Figure 2.7 ci-dessous illustre la structure
d’un DNN standard.

Poids

Couche cachée Couche de sortie

Couche d'entrée

FIGURE 2.7 — Un perceptron multi-couches contenant 3 couches : couche d’entrée de 5
neurones, une couche cachée de 3 neurones et une couche de sortie de 3 neurones.

La couche d’entrée peut étre construite avec les techniques d’extraction de carac-
téristiques, telles que TF-IDF ou une méthode de plongement de mots. La couche de
sortie contient autant de neurones que de classes disponibles pour la tiche de classifi-
cation (un seul neurone pour une classification binaire). Dans les DNN multi-classes,
chaque modele d’apprentissage est généré (le nombre de noeuds dans chaque couche et
le nombre de couches sont attribués). DNN est un modele discriminatif qui utilise un
algorithme de rétro-propagation standard utilisant sigmoide (2.19), ReLU (Nair and
Hinton, 2010) (2.20) comme fonction d’activation, et une fonction Softmax (2.21) pour
la classification multi-classes.

flz) = Hlex €(0,1) (2.19)
f(z) = max(0,x) (2.20)
o(z); = Z;Ifzjezkw e{l,.., K} (2.21)

Etant donné un ensemble de paires (z,y), x € X,y €Y, le but est d’apprendre la
relation entre les données d’entrée et les données cibles en utilisant les couches cachées.

2.3.3.3.2 Réseau de neurones récurrents (RNN)

Une autre architecture de réseau de neurones souvent utilisée dans les applications
de fouille et de classification de textes est le réseau de neurones récurrents (Recurrent
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Neural Network) (Sutskever et al., 2011; Mandic and Chambers, 2001). RNN attri-
bue plus de poids aux points de données précédents d’une séquence. Ce qui fait de
cette technique une méthode puissante et adaptée a la classification de textes et aux
données séquentielles de maniere générale (Graves et al., 2013). Un RNN considére
les informations des nceuds précédents dans une méthode sophistiquée qui permet une
meilleure analyse sémantique de la structure d’un ensemble de données. Dans la classi-
fication de texte, RNN fonctionne principalement en utilisant LSTM (Hochreiter and
Schmidhuber, 1997) ou GRU (Chung et al., 2014), comme indiqué sur la Figure 2.8
ci-dessous.

Input
Layer
—(®
—®
—®)

LSTM LSTM | LSTM
GRU GRU GRU
o LSTM LSTM | LSTM
15) GRU GRU GRU
) o
<
'J {
= LSTM LSTM LSTM
)
o
o
. p—
o

Output
Layer

FIGURE 2.8 — Réseau de neurones récurrent standard (LSTM/GRU).

Cette méthode peut étre formulée de la maniere suivante :

Ty = F(xt_l, U, 9) (222)

ou xy est ’état du réseau a l'instant ¢ et u; représente I'entrée a I’étape t. Concre-
tement, on utilise des poids pour formuler I’équation (2.22), paramétrée par :

Tt = Wreco'(xtfl) + Winug + 0 (223)

ou Wi, désigne le poids récurrent de la matrice, W;,, se réfere aux poids d’entrée,
b est le biais et o désigne une fonction élément par élément.

Malgré les bonnes performances des RNN appliqués aux taches de classification de
textes, ils restent vulnérables aux problemes d’explosion et de disparition de gradient
lorsque l'erreur de descente de gradient se propage a travers le réseau (Bengio et al.,
1994).
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2.3.3.3.3 Long Short-Term Memory (LSTM)

Le LSTM a été introduit par (Hochreiter and Schmidhuber, 1997)), et a depuis été
enrichi par de nombreux chercheurs (Graves and Schmidhuber, 2005). Il s’agit d'un
type spécial de RNN qui résout les problemes d’explosion et de disparition de gradient
(Pascanu et al., 2013) en préservant la dépendance & long terme d’une maniere plus
efficace par rapport au RNN de base. Bien que LSTM ait une structure en forme de
chaine similaire a RNN, LSTM utilise plusieurs portes pour réguler soigneusement la
quantité d’informations qui est autorisée dans chaque état de nceud. La Figure 2.9
ci-dessous montre la cellule de base d’'un modele LSTM.

he

hl’—j

G

hy

@) e ®

FIGURE 2.9 — A gauche c’est une cellule GRU, et & droite ¢’est une cellule LSTM

Une explication étape par étape d’une cellule LSTM est la suivante :

ir = o (Wi [24, hu_1] + b;) (2.24)
Cy = tanh(We [z, hi—1] + be)) (2.25)
ft = o(Wy [z, hy—1] + by) (2.26)
Cy =iy % Cp + f1Crq (2.27)

o1 = o(W,y [, hu—1] + bo) (2.28)
hi = oitanh(Cy) (2.29)

ou l'équation (2.24) représente la porte d’entrée, ’équation (2.25) représente la
valeur de la cellule mémoire candide, I’équation (2.26) définit 'activation de la porte
d’oubli, I’équation (2.27) calcule la nouvelle valeur de la cellule mémoire et les équations
(2.28) et (2.29) définissent la valeur finale de la porte de sortie. Dans la description
ci-dessus, chaque b représente un vecteur de biais, et chaque W représente une matrice
de poids, et z; représente 'entrée dans la cellule de mémoire au temps ¢. Les indices i,
¢, f, o désignent respectivement les portes d’entrée, de mémoire de cellule, d’oubli et
de sortie. La Figure 2.9 ci-dessus montre une représentation graphique de la structure
de ces portes.
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2.3.3.3.4 Unité récurrente fermée (GRU)

Les GRU sont un mécanisme de déclenchement pour réseaux de neurones récurrents
formulé par (Chung et al., 2014; Cho et al., 2014). Les GRU sont une variante simplifiée
de l'architecture LSTM. Cependant, une GRU differe du LSTM car elle contient deux
portes et ne possede pas de mémoire interne (Cy—; sur la Figure 2.9). De plus, une
deuxieéme non-linéarité n’est pas appliquée (tanh sur la 2.9). Une explication étape par
étape d’une cellule GRU est la suivante :

Zt = O'g(Wzl’t + Uzht,1 + bz) (230)

ou z; fait référence au vecteur de portes de mise a jour de t, x; représente le vecteur
d’entrée, W, U et b représentent les matrices/vecteurs de parameétres. La fonction
d’activation o, est soit sigmoide soit ReLU et peut étre formulée comme suit :

77,5 = Ug(Wrxt + Urht—l + br) (231)

ou r; représente le vecteur de portes de ré-initialisation de t, z; est le vecteur de
portes de mise a jour de t.

ht = Zt O ht_l + (1 — Zt) ] O'h(WhJ?t + Uh(Tt o] ht—l) + bh) (232)
ou hy est le vecteur de sortie de t, et oy, indique la fonction tangente hyperbolique.

Les réseaux de neurones récurrents peuvent étre biaisés lorsque dans un texte les
mots ultérieurs sont plus influents que les précédents. Des modeles de réseaux de neu-
rones convolutionnels (CNN) ont été utilisés afin de surmonter ce biais en déployant
une couche de pooling max pour déterminer les phrases discriminantes dans les données
textuelles (Lai et al., 2015).

2.3.3.3.5 Réseau de neurones convolutionnel (CNN)

Un réseau neuronal convolutif (CNN) est une architecture d’apprentissage profond
couramment utilisée pour la classification hiérarchique des documents (Lai et al., 2015;
Jaderberg et al., 2016). Bien qu’a l'origine congus pour le traitement d’image, les
CNN ont également été utilisés de maniere performante dans la classification de textes
(LeCun et al., 2015; Lecun et al., 1998). Dans un CNN de base pour le traitement
d’images, un noyau de convolution d * d va analyser les caractéristiques de I'image en
entrée. Ces couches de convolution peuvent étre empilées pour fournir plusieurs filtres
sur 'entrée. Pour réduire la complexité de calcul, les CNN utilisent des couches de
pooling «mise en commun» pour réduire la taille de la sortie d’une couche a I'autre
dans le réseau. Différentes techniques de mise en commun sont utilisées pour réduire
les sorties tout en préservant les caractéristiques importantes (Scherer et al., 2010).
La méthode la plus connue est max pooling, ou ’élément maximal de la fenétre de
regroupement est sélectionné. Afin d’alimenter la sortie groupée des cartes empilées
vers la couche suivante. Les couches finales d’'un CNN sont généralement entiérement
connectées.
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En général, pendant 1’étape de rétro-propagation d’'un CNN, les poids et les filtres
du détecteur de caractéristiques sont ajustés. Un probleme potentiel qui se pose lors
de l'utilisation de CNN pour la classification de textes est le nombre de «canaux»
S (taille de l'espace des fonctionnalités). Alors que les applications de classification
d’images ont généralement peu de canaux (par exemple, seulement 3 canaux RVB), S
peut étre tres grand (par exemple, 50K) dans la classification de texte (Johnson and
Zhang, 2014), ce qui est traduit par une dimensionnalité tres élevée.

. Convolutional Layer
@ Pooling Layer

. Fully Connected Layer
' Output Layer

Pooling

1D Pooling

1D  Pooling
1D

Word v
Embedding '° Conv

Flatten
Layer

FIGURE 2.10 — Architecture d’un réseau de neurones convolutionnels (CNN) pour la
classification de texte.

La Figure 2.10 ci-dessus illustre I'architecture d’'un CNN pour la classification de
textes composé d’une couche d’entrée 1D remplie avec des vecteurs extraits via une
méthode de plongement de mots, des couches de pooling 1D, des couches entierement
connectées et enfin une couche de sortie (Kowsari et al., 2019).

2.3.4 Evaluation des techniques de classification

La derniere partie d’un systeme de classification de textes consiste en son évalua-
tion. Dans la recherche, il est primordial d’avoir des mesures de performance com-
parables afin d’évaluer les algorithmes. Cependant, de telles mesures n’existent que
pour quelques de méthodes. Lors de I’évaluation des méthodes de classification des
textes, ’absence de protocoles de collecte de données standard représente un réel défi.
De plus, choisir des ensembles d’entrainement et de test différents peut introduire des
incohérences dans le calcul des performances d'un modele. Un autre défi concernant
I’évaluation des méthodes de classification de textes est de pouvoir comparer différentes
mesures de performance utilisées dans des expériences séparées. En effet, les mesures
de performance évaluent généralement des aspects spécifiques de la performance des
taches de classification et ne présentent donc pas toujours des informations identiques.
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La compréhension des performances d’'un modele est essentielle a 1'utilisation et au
développement des méthodes de classification des textes. Dans la littérature, il existe de
nombreuses méthodes pour évaluer les techniques supervisées. Le F-score est I'un des
parametres d’évaluation agrégés les plus populaires pour ’évaluation des classificateurs
(Hossin and Sulaiman, 2015; Liu et al., 2014; Lever et al., 2016).

2.4 Modélisation de la résistance aux traitements

Malgré les progres de 'amélioration de la prise en charge du cancer et 'augmen-
tation significative de ’arsenal thérapeutique, les phénomenes d’échappement et de
résistance aux traitements restent des problématiques conduisant aux déces de nom-
breux patients chaque année. La résistance peut étre caractérisée soit de de novo, et
dans ce cas, aucun effet significatif sur le volume tumoral n’est observé apres la pre-
miere ligne de traitement ; soit d’acquise pour les cas ou apres une réponse plus ou
moins longue a la premiere ligne de traitement, une reprise de croissance de la tumeur
primaire, voire une dissémination métastatique de la tumeur est observée (Hazlehurst
and Dalton, 2006).

La résistance de movo est une incompatibilité d’emblée entre la premiere ligne de
traitement et la tumeur. L’amélioration de la connaissance de la tumeur et de son
environnement devrait augmenter I’adéquation entre la premiere ligne de traitement
et le phénotype tumorale et ainsi diminuer le risque d’apparition de résistance de novo
(Syn et al., 2017).

La résistance acquise, quant a elle, repose sur des mécanismes spécifiques de la
thérapie utilisée. Les années 1990 ont vu l'arrivée et le succes clinique des thérapies
ciblées ainsi que 'apparition de phénomeénes de résistance associée a ces thérapies.
La connaissance précise du mécanisme d’action de ces thérapies a permis une identi-
fication rapide de certains acteurs de la résistance a ces thérapies (Paulson et al., 2018).

La vision mono-paramétrique du phénomeéne de résistance centrée sur la cellule tu-
morale a été abandonnée au profit d’une vision multi-paramétrique et donc nettement
plus complexe du phénomene de résistance dont 'origine peut étre la cellule tumorale
mais également son micro-environnement. La cellule tumorale n’est donc plus consi-
dérée comme la seule cible possible pour I'action thérapeutique. L’émergence des thé-
rapies immuno-modulatrices complexifie un peu plus ’appréhension des phénomenes
de résistance. En effet, les nombreux efforts engagés pour améliorer et augmenter le
niveau de caractérisation de la pathologie tumorale adressent principalement la com-
posante tumorale de la tumeur et ne renseignent pas ou peu sur le microenvironnement
tumoral. Les techniques d’immunohistologie restent a ce jour les seules a apporter de
I'information dans ce domaine, au niveau clinique.

2.4.1 Travaux connexes

Plus nous en savons sur le cancer, plus sa complexité devient évidente. L’ana-
lyse d’une pathologie spécifique nécessite souvent d’identifier un nombre important
de patients qui transcendent un niveau d’institut unique. De nombreuses recherches
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fondamentales ont été réalisées afin de mieux comprendre les mécanismes impliqués
dans le développement du cancer de maniére générale (Ducreux, 2019; Chanchou et al.,
2020; Duhamel et al., 2020). Toutefois, il persiste encore beaucoup d’interrogations sur
cette maladie.

De nouvelles méthodes d’exploration et de compréhension sont donc nécessaires a
développer afin d’aider les spécialistes dans leur travail, notamment pour la compré-
hension des différentes interactions intervenant dans le développement des tumeurs.
Parmi le peu de travaux qui se sont focalisés sur la modélisation de la résistance aux
traitements anticancéreux ou la réponse aux traitements de maniere générale, nous
pouvons citer les travaux suivants (Colin et al., 2014; Cornelis et al., 2013).

Les progres qu’a connu ce domaine sont en grande partie diis aux avancées réali-
sées dans I'imagerie médicale. Les techniques d’imagerie permettent aux médecins de
vérifier la présence d’une tumeur, sa taille, sa forme, son activité métabolique et sa
localisation exacte. Ces informations sont utiles pour définir les traitements & mettre
en ceuvre et pour évaluer si la chirurgie peut étre proposée. Dans ces études les cher-
cheurs proposent des modeles mathématiques décrivant ’évolution (ou la croissance)
des métastases, ou le calcul de l'efficacité d’un traitement est basée essentiellement sur
la mesure de diametre de la plus large lésion.

La quasi totalité de ces travaux dans la littérature se base uniquement ou essentiel-
lement sur les données d’imagerie (CT-scan, IRM, échographie, PET-scan). Or, plus
de 80% des informations cliniques pertinentes se trouvent dans le texte des dossiers
patient (données textuelles).

Dans le chapitre 6 de ce mémoire, nous présenterons une approche originale pour
I'identification et la modélisation des résistances aux traitements.
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Dans ce chapitre nous allons voir quelques détails techniques du projet Consore
dans lequel s’inscrit cette these. Compte tenu de I'importance et la complexité du
projet, ce chapitre nous permet de mettre ’accent sur les éléments les plus importants
du projet et qui intéressent notre these tels que ’architecture globale du projet, les
technologies utilisées, les données sur lesquelles nous avons travaillé et les modeéles
utilisés pour définir les concepts métiers.

3.1 Introduction

Défini par une multitude de pathologies distinctes, le cancer tue environ 150000
personnes chaque année en France. L’analyse d’une pathologie spécifique nécessite
souvent d’identifier un nombre important de patients qui se situent souvent au-dela
d’un seul centre. Jusqu’a présent, 'identification de ces patients était une tache chro-
nophage qui nécessite d’énormes ressources et une interprétation manuelle des dos-
siers patients. Dans ce contexte, la fédération nationale des centres de lutte contre le
cancer UNICANCER (regroupant 18 centres) — l'une des plus grandes fédérations
européennes spécialisées dans la recherche et la prise en charge du cancer — a lancé le
projet ConSoRe (Continuum Soin Recherche) en partenariat avec 'entreprise Sword.
ConSoRe est un outil innovant qui accompagne les médecins et chercheurs quotidien-
nement dans leur travail. Ce projet ConSoRe est déployé dans 9 centres de cancérologie
et leur offre un puissant moteur de recherche permettant de fouiller dans les dossiers de
santé électroniques (DSE) afin d’identifier rapidement des cohortes de patients selon les
criteres choisis par les médecins. Le projet aborde quatre préoccupations majeures :
(i) L’agrégation d’une énorme quantité de données hétérogenes en temps réel; (ii)
L’analyse sémantique des dossiers de santé électroniques, standardisation des données
et modélisation de la maladie cancéreuse; (iii) La mise en ceuvre technique d’une so-
lution permettant une interrogation rapide des données a 1’échelle nationale; (iv) La
création de services préts a 'emploi pour les cliniciens et les chercheurs.

3.2 Motivations et projets similaires

UNICANCER a lancé en 1975 une enquéte nationale («Enquéte Permanente Can-
cer», EPC (Colombani et al., 2013)) pour collecter des données structurées aupres de
patients cancéreux recherchant un traitement dans I'un des centres de la fédération.
Une enquéte riche en informations médicales telles que la localisation de la tumeur,
le code histologique, le classement de la tumeur et les traitements des patients, mais
aussi des données administratives, telles que des données démographiques (nom, pré-
nom, date de naissance ou adresse). Un effort entrepris initialement par les services
d’information médicale, il a progressivement diminué au fur et a mesure que I’équipe
d’origine était dispersée dans des postes non spécialisés.

En 2010, UNICANCER a décidé de mettre fin au projet, suite a la recommanda-
tion du conseil d’administration, il s’est engagé dans la création d’une infrastructure
nationale permettant aux médecins et aux chercheurs cliniciens d’accéder directement
aux données de santé stockées dans le systéme d’information de chaque centre.
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Suite a un examen exhaustif de 'état de I'art de l'entreposage de données cli-
niques, 'initiative caBIG, (Warden, 2011), a été identifiée comme une plate-forme de
recherche collaborative appropriée. Cependant, sa modularité et sa dépendance a des
normes communes pour garantir I'interopérabilité des données présentent des réels in-
convénients. Un autre systéme largement utilisé est 1'outil i2b2, (Murphy et al., 2010),
des Centres nationaux de calcul biomédical (NCBC) aux Etats-Unis. Ce systéme offre
une architecture puissante pour stocker et interroger des données structurées, mais
avec une exploration et une visualisation médiocres des données. De plus, le systeme
n’est pas intuitif pour les médecins et ne peut pas gérer les rapports médicaux tex-
tuels non structurés. Ce dernier point est commun a d’autres plate-formes de recherche
translationnelle ' qu’on a identifiées telles que tranSMART, (Canuel et al., 2015).

En ce qui concerne les outils basés sur le traitement automatique de langage natu-
rel, cTAKES, (Savova et al., 2010), est I'un des systémes performants souvent utilisé
dans 'analyse et I’extraction sémantique. Mais celui-ci ne convient pas car il est adapté
au traitement des textes rédigés en anglais, ce qui ne répond pas a notre problématique.
En parallele de nos travaux, d’autres initiatives francaises d’implémentation d’entre-
pots de données cliniques ont vu le jour comme eHOP, (Madec et al., 2019), ou Dr.
Warehouse, (Ivancevié¢ et al., 2013), qui est plus orienté vers les rapports narratifs. Ces
deux outils se concentrent sur la médecine générale ou les maladies rares et offrent des
fonctionnalités avancées pour l'exploration des données de santé, mais n’ont pas été
congus spécifiquement pour la recherche sur le cancer.

3.3 Architecture du projet

ConSoRe a une infrastructure évolutive capable de gérer des collections de données
hétérogenes allant de 2 a 16 millions de documents sources dans les centres ot il est dé-
ployé. Une solution capable de stocker les concepts extraits, les données inférées et les
relations existantes entre toutes les données du modele. De plus, des exigences strictes
en matiére d’interrogation : des réponses rapides (< 2 secondes) et reproductibles ont
impacté le choix de ’architecture du modele de données. L’architecture du projet est
décrite par le schéma de la Figure 3.1.

Compte tenu des considérations cliniques et des cas d’utilisation répertoriés par les
médecins, plusieurs sources de données pertinentes on été intégrées dans ConSoRe :
la descriptions du patient, les comptes rendus cliniques, les fiches d’administration de
chimiothérapie, le groupe homogene de diagnostic (DRG), les caractéristiques tumo-
rales (issues de ’enquéte EPC), des échantillons biologiques et des essais cliniques. Ces
données représentent des millions de documents de nature hétérogene : SQL, XML,
CSV, MS Word, texte, PDF ou documents numérisés. Les documents traités sont par-
fois structurés (tels que : PMSI, CRB, Fiche tumeur, etc.), mais pour la plus grande
partie, ils n’ont aucune structure définie, en particulier les comptes rendus. Pour assu-
rer I'interopérabilité, tous les formats de fichiers sont basés sur des standards existants

1. La recherche translationnelle se situe entre la recherche fondamentale, dont le travail consiste &
comprendre les mécanismes a 1’origine du développement d’un cancer, et la recherche clinique qui vise
& évaluer Defficacité et la tolérance de nouveaux traitements sur les patients.
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et largement utilisés (PAMS (Jongkind et al., 1993), (Slavov et al., 2013), PN13/XML).

7 Ontologie
ConSoRe
|
| 9
‘\Documems structurés
1 —————— | Enrichissement & | | .
| Connecteur XML | | inférence | Structuration
Entrepdt ‘ - | Enrichissement | |Evo|utions tumorales|
g d::es ‘ 4 | — | | Inférence I | Traitements |
onnees, Comptes rendus
\ ot \ | Stockage | | Réponses |
2
| Connecteur XML | 8 L | Stockage |
‘ InitiaFl’isation du ‘ | Anonymisation | . "
tient h
L | TALN | Index
| Connecteur HL7 | Dncument -
- Index
| i | 8 WebService Patient
Annotation e
Spacy

FIGURE 3.1 — Chaine de traitement de Consore.

Une chaine de traitement récupeére un ensemble des fichiers a traiter. Ceux qui
contiennent des données non structurées (les comptes rendus) sont envoyés a un service
de traitement automatique du langage naturel pour extraire les concepts a partir des
textes. Ces comptes rendus peuvent étre de plusieurs types : prescriptions médicamen-
teuses, compte rendus d’imagerie (IRM, Scanner, ... ), comptes rendus de consultation,
de fin de séjour hospitalier, etc. Tous ces documents n’ont pas la méme valeur puisque
les informations, qu’ils contiennent, n’ont pas le méme degré de fiabilité. Par exemple,
la suspicion de présence de tumeur dans un compte rendu d’imagerie ne contient pas
la méme quantité d’information quun compte rendu indiquant clairement un diag-
nostic ou le début d’un traitement de chimiothérapie. De plus, les comptes rendus
ne proviennent pas des mémes centres de cancérologie. Ce qui rend la définition d’un
format pivot, dans lequel on stocke les informations, une tache trés complexe puisque
chaque médecin a son propre style d’écriture et chaque centre a ses propres conventions.

L’ensemble des concepts, extraits a partir des documents, sont enrichis a l'aide de
différents référentiels (cf. Annexe A). Pour cela, plusieurs normes nationales ou in-
ternationales ont été adoptées : CIM-10 (Classification Internationale des Maladies,
version 10) pour les codes de diagnostic, SNOMED 3.5VF qui contient un thésaurus
de 115 000 termes cliniques (en particulier, les codes de topographie et de morpholo-
gie), TADICAP est un thésaurus des codes de pathologie utilisés dans les centres de
cancérologie francais, CCAM («Classification Commune des Actes Médicaux») est une
nomenclature francaise pour coder les actes médicaux, Vidal est un thésaurus francais
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des médicaments largement utilisés dans les applications de prescription médicale du
pays. Vidal fournit un tableau d’équivalence sur les codes ATC (Anatomical Therapeu-
tic Chemical), MIABIS 2.0 est une norme européenne qui vise a normaliser les éléments
de données utilisés pour décrire les biobanques, la recherche sur les échantillons et les
données associées et est soutenue par le consortium BBMRI-ERIC.

Une fois enrichi, le résultat est enregistré dans I'index Document. Ensuite, tous les
documents enrichis sont agrégés et ’historique du patient est structuré a l’aide d’un
systéme expert composé de plusieurs regles classées en deux catégories : celles qui sont
impliquées dans la détection d’événements, et celles qui sont responsables du calcul des
événements des propriétés. Le dossier du patient est reconstitué, tous les actes réalisés
sont détectés ainsi que les différents traitements de chimiothérapie. Une fois structuré,
le patient est enregistré dans 'index Patient.

Dans l'index Document, on y stocke les données afférentes au document ainsi que
les concepts élémentaires qui en sont extraits. En revanche, I'index Patient est rempli
a deux moments différents de la chaine de traitement. D’abord, au lancement de la
chaine de traitement a ’aide des fichiers de type état civil pour enregistrer les informa-
tions signalétiques du patient comme le nom, la date de naissance, etc. Ensuite, apres
la structuration ou le patient est mis a jour avec l'ajout des concepts inférés a l'aide
des documents lors de la structuration.

Enfin, ConSoRe est muni d’un portail web, sur lequel il est possible d’effectuer des
recherches sur les patients en fonction de différents critéres, tels que la date de début
d’un cancer, la localisation d’un cancer, les traitements médicaux effectués, etc.

Patiant o 13891 patients
befe Sewe - = ~  (®Ferene Hamme

Ajouter un bloc/criters

7 Diagneste - das +  C50-C50 - Tumeuwr malipne du sein (dnl O0-disgnostic) % 135080 paients [l

Ajourter un nloe/ortans
o Agcsudegmo_ v > . ® L1 arrapatients [l

10192 pubents

o Mokicu.. v cans * w53 lamaxféne (wdal consore) % 1203 patients [
«}+ Molécu_ «  cans *  M16954 - luozole (Femare) [vidal-consore) « % 2535 paterts [
& vorksoxens

FIGURE 3.2 — Générateur de requétes du Portail web de ConSoRe.

Le coeur de ConSoRe repose donc sur des pipelines de traitement de données de
nature hétérogene, qui gerent la création d’un apercu complet de I'historique d’un pa-
tient a partir de centaines de fichiers XML fournis par chaque centre de cancérologie.

La frise chronologique indique les différents évenements qui sont arrivés au patient

au fil du temps. C’est un bon moyen pour visualiser rapidement le dossier du patient.
Le tableau de bord permet de suivre I’évolution du traitement et d’évaluer la qualité
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des résultats une fois le traitement terminé. Le portail de recherche peut étre utilisé
pour rechercher et visualiser les documents analysés et les patients structurés. La Fi-
gure 3.3 montre une frise créée pour un patient.

Cancer C52: TUMEUR MALIGNE VAGIN
| [ i
Evolution Tumeur initiale

Chimiothérapie . - -

Chimiothérapie |
CR

Radiothérapie

Document omm® ¢ o0 o ° ° ® ® emmo me» ao

Oct Janv Janv Janv Janv
2013 2014 2014 2015 2015

FI1GURE 3.3 — Exemple d’une frise chronologique d’un patient.

3.4 Données

Les données manipulées dans ce projet sont trés variables et proviennent de sources
différentes : fiches de chimiothérapie, fiches tumeur, PMSI, CRB, comptes rendus, etc.
Les données appartiennent a plusieurs centres de cancérologie spécialisés dans des pa-
thologies différentes et représentatives des mécanismes de résistances et d’insensibilité
en oncologie : il s’agit du cancer du sein, cancer du pancréas et cancer du poumon. Les
documents structurés correspondent a des formulaires qui indiquent par exemple les
actes médicaux effectués, les médicaments utilisés, les traitements chimiothérapiques.
Les comptes rendus représentent la source de données non structurées et constituent
plus de 80% de 'ensemble des données du projet.

Ces rapports sont de types tres variés tels que : des comptes rendus d’imagerie
(IRM, Scanner, ...etc), comptes rendus de premiére consultation, prescriptions médi-
camenteuses, etc. On y trouve plusieurs informations a caractere médical comme les
décisions cliniques des médecins, les traitements administrés aux patients, les antécé-
dents (qui regroupent entre autres les interventions chirurgicales antérieures, les hospi-
talisations et les maladies chroniques chez les membres de la famille), et les conclusions
de fin de consultation ; mais aussi d’autres informations administratives comme celles
relatives au centre (nom de ’établissement, adresse, numéro de téléphone, etc.), noms
des médecins présents, etc.

De maniere générale, dans le domaine de ’oncologie, le formatage de texte libre est
couramment utilisé pour la rédaction des comptes rendus médicaux. En dépit des efforts
consacrés dans quelques centres pour la saisie des données cliniques dans un format
structuré, la plupart de ces rapports sont maintenus en textes libres, et contiennent des
jargons spécifiques et ne suivent généralement pas de régles grammaticales formelles.
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Ils sont souvent rédigés dans un style axé sur les mots clés et formatés en utilisant de
nombreux sauts de ligne, espaces blancs, des listes a puces ou de dénombrement, etc.
Des erreurs d’orthographe sont également présentes (inversion de deux caracteéres, sup-
pression des apostrophes, langage abréviatif, etc.), et produisent des non-mots absents
du lexique et donc difficilement analysables. De plus, I’écriture des médecins n’est pas
toujours facilement liée aux termes standards (par exemple : le code CIM-10 «C50 /
néoplasme malin du sein» est généralement associé a un large éventail de termes du
«cancer du sein» & « carcinome canalaire invasify).

De plus, comme chaque centre dispose de son propre systéme d’information et
maintient ses données sous un ou plusieurs formats (PDF, MS Word, HTML ou fichier
texte), le traitement de ces derniers peut engendrer des défis supplémentaires comme
le traitement de données “sales”. Par exemple, les phrases extraites d’'un PDF “océrisé”
sont parfois mal découpées ou représentées par une séquence insignifiante de caractéres
spéciaux entrainant du bruit.

Plusieurs difficultés sont identifiées dans ce projet. D’une part la validité des ex-
tractions faites a partir des documents non structurés. D’autre part, la difficulté est
de pouvoir déterminer, & partir des données extraites des documents, la date de début
d’une pathologie cancéreuse (tumeur, récidive, métastase...) ainsi que sa localisation.
En effet, on peut par exemple extraire d’'un document la chaine de caractéres « cancer
du sein » sans garantir & 100% que le patient soit porteur d’une tumeur.

En raison des différences intrinseques des styles de formatage qui varient selon les

médecins et les institutions, nous avons mis en annexe (cf. Annexe B) quelques comptes
rendus afin d’illustrer quelques variations des informations qu’ils peuvent contenir.
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4.1. INTRODUCTION

4.1 Introduction

La phase de pré-traitement dépend en grande partie de la qualité et de la nature
des textes traités. Si ces derniers sont normalisés et écrits dans une langue uniforme,
alors cette tadche peut comporter des opérations linguistiques standards telles que la
tokensation, la segmentation en phrases, la lemmatisation, etc. En revanche, s’ils sont
de qualité moindre (divergences typographiques, erreurs d’orthographe ou de syntaxe,
etc), il faut prévoir d’autres taches de pré-traitement comme le nettoyage des données
(détection et suppression du bruit) ou la correction orthographique.

Dans ce chapitre, nous allons présenter les méthodes de pré-traitement de texte
développées et appliquées a des comptes rendus médicaux. Ces rapports sont une mine
d’informations et constituent une base riche de connaissances qui doit étre exploitée
afin d’améliorer le processus de soins de santé. Cependant, compte tenu de ’absence
d’une structure définie pour ces textes (cf. Annexe B), leur exploitation devient une
tache compliquée. 11 est dés lors nécessaire de pré-traiter les textes bruts afin de pouvoir
les exploiter & posteriori avec des processus unifiés et non une multitude de processus
adaptés a tous les cas possibles. Pour ce faire, différentes techniques de préparation des
données ont été mises en ceuvre pour rendre facilement accessibles ces informations. Ces
pré-traitements sont une étape cruciale constituée de toute sorte de transformations
effectuées sur le texte pour garantir des données préparées pour les taches ultérieures,
telles que la classification automatique des textes, qui seront abordées dans le chapitre
suivant 5.

Nous allons présenter dans ce qui suit les différentes techniques utilisées dans le
cadre de notre recherche et présenter les expérimentations effectuées ainsi que les ré-
sultats obtenus.

4.2 Collecte, nettoyage et transformation des données

En conformité avec le réglement général sur la protection des données (RGPD),
chaque centre membre de la fédération UNICANCER dispose de son propre systeme
d’informations (SI) avec une infrastructure du projet ConSoRe comme systéme dis-
tribué avec un entrepot de données local. Chaque entrepot contient les données de
quelques centaines de milliers de patients avec un nombre important de documents
textuels de nature hétérogene, pouvant aller jusqu’a 16 Millions de documents pour
un seul centre.

Dans le cadre de nos travaux, un entrepot de données a été constitué avec de cen-
taines de milliers de documents, issus des différents centres, afin de constituer un corpus
de données représentatif, compte tenu de la particularité des données de chaque centre,
et des considérations cliniques répertoriées par les médecins. L’ensemble de ces don-
nées a été anonymisé en respect avec les conditions établies par la CNIL (Commission
Nationale de I'Informatique et des Libertés), la commission frangaise de protection des
données. Ce corpus integre plusieurs sources de données pertinentes telles que les fiches
tumeur, les fiches de chimiothérapies, les PMSI, les comptes rendus, etc. Les comptes
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rendus constituent la source de données non structurées et représentent la grande par-
tie des données. Plus de 360.000 comptes rendus ont été intégrés dans la création de ce
corpus. Ces derniers connaissent une dizaine de types tels que les prescriptions médi-
camenteuses, les comptes rendus d’imagerie, les comptes rendus de consultation, etc.
De plus, ces données sont stockées sous des formats différents qui dépendent parfois
du centre duquel elles proviennent : XML, MS Word, document texte, PDF ou HTML.

Ces comptes rendus contiennent une variété d’informations médicales, telles que les
décisions cliniques prises par les médecins, les traitements administrés aux patients,
les antécédents (qui comprennent, entre autres, les chirurgies antérieures, les hospita-
lisations et les maladies chroniques des membres de la famille), mais également des
informations administratives telles que le nom de 1’établissement, les adresses, les nu-
méros de téléphone, etc.

Le nettoyage de ce corpus doit permettre d’éliminer les bruits et les parties les
moins utiles du texte qui, peuvent réduire les performances de taches ultérieures, qui
sont en réalité plus significatives, telles que la classification de phrases ou 'extraction
d’entités nommeées, tout en conservant les caractéristiques textuelles essentielles pour
ces taches. Pour ce faire, les traitements suivants ont été effectués sur I'ensemble des
comptes rendus :

— Un filtre a été mis en place sur le nom du fichier pour le traiter une seule fois.

— Les documents PDF, XML, MS Word et HTML ont été parsés pour extraire le
texte brut.

— Les documents HT'ML peuvent étre encodés dans divers formats : ASCII, ISO
8859-1, Windows-1252, UTF-8, etc. Tous les formats ont été convertis en UTF-8
afin de faciliter I'utilisation ultérieure de ces comptes rendus.

— Les balises HTML des comptes rendus concernés ont été retirées. Les tableaux
sont transformés en phrases. Certaines balises nécessitent un traitement spéci-
fique pour assurer une bonne détection des limites de phrase (cf. 4.4). Les lignes
de script et de style sont aussi retirées.

— L’identifiant des documents patients ont été anonymisés.

— Les suites de caractéres vides dans une ligne ont été remplacées par un seul
espace, et chaque succession de lignes vides (inutile) dans un document a été
remplacée par une seule ligne vide.

— Les caracteres spéciaux et les sauts de lignes abusifs ont été retirés afin de ré-
duire la dimensionnalité du probleme. Cela permet d’améliorer les performances
de la tache de classification. Il a été constaté que ces caracteres sont fréquem-
ment présents dans les documents PDF mal océrisés.

— Les caracteres de ponctuation et les mots vides ont été gardés car ils sont sé-
mantiquement pertinents pour l’analyse des rapports cliniques. Dans la phrase
«tumeur pulmonaire (cancer primitif 2)», le médecin utilise le point d’interro-
gation afin de manifester un doute sur un éventuel cancer primitif.
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4.3 Tokenisation

La tokenisation consiste a diviser un document texte en unités de traitement signi-
ficatives appelés tokens. Un token est une séquence contigué non vide de caracteres,
isolée de ses voisines par des séparateurs. Ces séparateurs sont souvent définis en fonc-
tion de la langue utilisée. En langue francaise, ’espace et les signes de ponctuation sont
souvent utilisés comme séparateurs de mots. La tokenisation est une opération tres im-
portante dans le traitement automatique de langage naturel, et constitue une étape
cruciale puisque toutes les tAches de pré-traitement de textes ultérieures se basent fon-
damentalement sur cette opération, notamment l’identification des limites de phrases,
I’extraction d’entités nommeées et la détection des dates. De maniere générale, savoir
ou appliquer un découpage pour ’obtention des tokens n’est pas une tache aisée. La
nature morphologique des mots d’une langue influe grandement sur la sélection pos-
sible des points de découpage dans une chaine textuelle.

L’intégralité des données utilisées dans le cadre de nos recherches est écrite en fran-
cais. Le processus de tokenisation est donc basé sur un modele spécifique en utilisant
des regles et des expressions régulieres. Cependant, afin de répondre de maniere opti-
male & la tadche de tokenisation des comptes rendus, il est primordiale d’une part de
prendre en compte la nature des informations véhiculées (le contenu et le style utilisés),
et d’autre part, de garder a ’esprit les objectifs a atteindre derriere cette analyse de
texte.

Dans le cadre de notre theése, une phase d’analyse a d’abord été effectuée afin de
consulter le maximum de comptes rendus possibles pour comprendre et répertorier les
variantes des écritures utilisées dans le domaine de la cancérologie. Plusieurs consta-
tations ont été faites. Les acronymes et les abréviations sont souvent utilisés par les
médecins. Les URL et les adresses e-mail sont aussi présentes dans ces comptes rendus.
Les mots techniques du domaine (les médicaments, les protocoles de chirurgie, les codes
ADICAP (cf. Annexe A), les biomarqueurs, les noms des tumeurs, les codes SNOMED
(cf. Annexe A), etc) constituent un jargon particulier qui échappe aux régles aux-
quelles pourrait inspirer une tokenisation standard. Plusieurs métriques sont utilisées
afin d’évaluer par exemple 1’évolution de la taille d’une tumeur, les doses des traite-
ments administrés ou encore les résultats de différents examens cliniques. Certains de
ces exemples issus des comptes rendus sont illustrés dans les phrases suivantes.

« CA 15-3 4 117

+ En échographie, la masse est mesurée a 39 mm
+ Un nodule de perméation du QIE de 20mm

+ Hypercalcémie modérée a 2.75 pour N < 2.6.

D’apres ces exemples, le point ne marque pas toujours la fin d’une phrase, mais il
peut étre contenu dans divers types de tokens comme les nombres, les dates ou encore
les abréviations. Les termes contenant des traits d’union doivent impérativement étre
considérés comme une seule entité (un seul token). On note également la présence de
termes médicaux tels que les biomarqueurs qui regroupent dans la méme chaine des
caracteres alphanumériques et des caractéres spéciaux par exemple : «<HER2 ++»,
«PD-L1», «PDGFRA/FGFR1».
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En plus des regles strictes basées essentiellement sur les signes de ponctuation, tous
les référentiels (cf. Annexe A) utilisés lors de 'enrichissement sémantique dans le cadre
du projet ont été intégrés afin de bien identifier les mots du jargon médical. Cela a
permis de définir et de prendre en compte les différentes exceptions de tokenisation.

Cette étape de tokenisation constitue non seulement une étape clé pour le restant
des opérations de pré-traitement, mais aussi joue un réle important dans la tache de
classification de phrase que nous allons voir dans le chapitre 5.

4.4 Détection des limites de phrases

4.4.1 Définition du probléme

Afin de pouvoir utiliser les textes des comptes rendus, il est nécessaire de les sou-
mettre a un certain nombre de traitements tels que le découpage des textes en phrases
et la vérification de la langue que nous allons voir par la suite (cf. 4.5).

Une fois nettoyés, les textes sont présentés dans des fichiers sous forme de séquences
de caracteres : lettres, nombres, symboles de ponctuation ou autres. Afin de les trai-
ter, il est important de pouvoir identifier les phrases. Ces dernieres vont permettre de
comprendre le sens des informations contenues dans les comptes rendus. Cette étape
joue un role important et a un impact direct sur les résultats des taches postérieures de
notre chaine de traitement automatique de langage naturel. C’est sur cette étape que
repose les taches suivantes notamment la classification des phrases et la reconnaissance
d’entités nommées, mais aussi d’autres taches de pré-traitement telles que I'identifica-
tion de la portée des phrases négatives et incertaines (cf. 4.9) ou le rattachement de
certains concepts identifiés, par exemple associer une localisation a une tumeur. Pour
ce faire, un mécanisme de détection des limites de phrases (début et fin) a été mis en
place pour transformer chaque compte rendu en une suite de phrases. Cette approche
dépend en particulier des performances de la tache de tokenisation (cf. 4.3) et s’appuie
essentiellement sur les signes de ponctuation et la capitalisation des caracteres.

4.4.2 Challenges et analyse de la solution

Pour tenir compte du lexique spécifique utilisé dans les rapports cliniques, comme
pour la tokenisation, une étude a été menée afin d’identifier le maximum de cas variés
possibles & gérer et choisir 'approche la plus appropriée a mettre en place. Plusieurs
cas ont été identifiés. Quelques exemples issus des comptes rendus sont illustrés dans
les phrases suivantes.

- Examen effectué le 12-09-96 (consult. le 08-11-96)
« Dr. XXXXXX J./SEC
- Examen :
Abdomen tout & fait normal ; pas de masse ; pas d’hépatomégalie
+ Au total
2 problemes : une symptomatologie douloureuse dorsale haute et
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un CA 15 3 élevé

+ Bilan biologique du 03.06.2019 : ACE a 2.2 - CA 19-9 a 13

« cancer primitif identifié.

« Bruits du coeur reguliers, souffle systolique a 4/6eme au foyer aortique.
pas de palpitation. pas de douleur

+ Tabac :
1265 RIS DX2439795 XXXXXX brouillon 18/11/2019 16 :53 :00 18/11/2019 16 :53 :00
18/11/2019 16 :53 :00 Imagerie Paris SCANNER TH + AP AVEC INJECTION Scanner
CR preliminaire Majoration de 1’infiltration retroperitoneale perivasculaire
autour de 1’axe iliaque interne gauche

A partir de ces exemples, on peut constater que le point «.» et le retour a la ligne ne
sont pas des marqueurs exclusivement utilisés dans une fin de phrase. Dans les comptes
rendus, il est souvent question d’une seule et méme phrase écrite sur plusieurs lignes.
En d’autres termes, il existe des phrases contenant des retours a la ligne suivis de
caracteres alphanumériques. Les phrases ne commencent pas forcément par un retour
a la ligne suivi par une majuscule ou un point suivi par une majuscule. Les comptes
rendus issus de PDF mal océrisés peuvent contenir des suites de caracteres longues et
parfois incompréhensibles sans aucun marqueur de début ou de fin de phrase. Les in-
formations qui y sont contenues sont sémantiquement tres variées et peuvent regrouper
des informations diverses. Cela complique davantage les choses lors de la structuration
des comptes rendus. Certaines phrases peuvent paraitre incompletes, comme c’est le
cas de 'avant derniere phrase dans les exemples présentés ci-dessus. L’absence de mot
est parfois interprétée par les médecins. Dans cet exemple, le médecin veut transcrire
le fait que le patient consulté n’est pas fumeur.

Plusieurs types de phrases sont alors identifiées : des phrases bien formées, des
phrases incomplétes, et des phrases avec des parties disfluentes (contenant des pauses
silencieuses ou des répétitions, etc.).

4.4.3 Approche proposée

Deux approches connues s’offrent & nous pour détecter les limites de phrases :
soit en utilisant des reégles (Wang and Huang, 2003), soit en entrainant un modele
d’apprentissage automatique (Rudrapal et al., 2015). Compte tenu de la complexité
de la tache et de la particularité des données manipulées, la détection des limites de
phrases mise en place est basée sur des regles définies. Ce choix est justifié notamment
par deux éléments. D’abord, lors de la phase d’analyse, il s’est avéré que les phrases
incompletes et les phrases ayant des parties disfluentes sont non représentatives de
I’ensemble des phrases. De plus, les antécédents des patients n’ont souvent aucune ca-
ractéristique sémantique qui pourrait les dissocier des autres informations médicales
contenues dans les rapports cliniques. Cependant, il s’agit souvent d’une succession de
«phrasesy» constituant un seul bloc (ou paragraphe) souvent recopiées par les médecins
au début d’'un comptes rendu, comme illustré ci-dessous.

- 07/2013 :

Douleurs aine gauche. Irradiation cotyle gauche. Progression ganglionnaire
et osseuse : CARBOPLATINE-ALIMTA 4 cycles puis ALIMTA seul.
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Afin de faciliter la tdche de classification automatique des phrases (cf. chapitre 5),
Ces blocs de textes sont considérés comme une seule et méme phrase. De cette maniere,
la date est assignée a toutes les parties de la phrase et pourrait constituer 'information
sémantique qui caractérise les antécédents.

Plusieurs expérimentations ont été réalisées afin de valider cette approche. Pour
cela, une vingtaine de comptes rendus ont d’abord été manuellement annotés. Ce qui
est trés peu si I'on considere la taille du corpus global ou le nombre de comptes rendus
par centre. Cependant, il faut prendre en considération que ce travail de sélection et
d’annotation s’est fait manuellement constituant une tache laborieuse. Toutefois, les
documents sélectionnés ont été choisis de maniere a couvrir tous les types de comptes
rendus possibles, et que les variantes qui y sont contenues sont les moins triviales a
résoudre. Pour chaque document, ’ensemble des phrases attendues a été manuellement
construit. L’algorithme parcourt alors les documents et les découpe en phrases. Une
phrase est considérée comme bien découpée si et seulement si elle a les mémes tokens
de début et de fin que ceux de la phrase correspondante dans ’ensemble de test et si les
deux phrases ont exactement le méme nombre de tokens et le méme numéro d’ordre.
Sur un ensemble de 855 phrases, une exactitude de 96,4% a été obtenue.

4.5 Correction orthographique

Comme évoqué dans les chapitres précédents et illustré dans les exemples en An-
nexe B, les comptes rendus sont sujets a des fautes d’orthographe et de syntaxe. Ces
fautes sont de natures différentes et peuvent prendre plusieurs formes : effacement,
insertion, substitution, permutation, coupure ou soudure.

Dans le but de mieux observer ce phénomene et d’appréhender la maniére dont
il peut impacter nos taches ultérieures du traitement automatique de texte, plusieurs
comptes rendus issus de notre corpus ont été consultés. Parmi les constatations établies,
les fautes d’orthographe sont assez fréquentes. Cependant, leur correction n’est pas
profitable dans le cadre de nos recherches. En effet, d’'une part, cette tache est tres
fastidieuse et chronophage au vu de ce qu’elle pourrait apporter comme avantages
pour le traitement de texte. D’autre part, les plongements de mots utilisés pour la
représentation des textes (cf. chapitre 5) permettent d’attribuer aux mots ayant une
similarité syntaxique ou sémantique proche des vecteurs de mots proches dans I’espace
vectoriel. Toutefois, un dictionnaire de langue francaise de plus de 336 530 mots a été
utilisé afin de corriger les oublis d’accent.

4.6 Lemmatisation et Racinisation

C’est deux techniques de pré-traitement sont souvent utilisées a des fins de norma-
lisation de texte. La lemmatisation effectue une analyse morphologique compléte d’un
mot et mappe ses formes flexionnelles & une forme de base commune. Par exemple, les
mots « est » et « sont » sont regroupés sous un méme lemme «étrey. Ainsi, la lemmati-
sation permet d’augmenter la couverture des dictionnaires de vocabulaire. Cependant,
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appliquée a tout le corpus, cette tdche peut supprimer les différences de style. La ra-
cinisation est une technique qui associe un mot a sa racine. Elle est souvent basée sur
des heuristiques utilisant des régles afin de supprimer les suffixes de mots, sans tenir
compte des homographes. Cela pourrait produire des mots irréels (qui n’existent pas
dans la langue utilisée) ; ce qui les rend difficiles & interpréter. De maniere générale dans
les tdches de TALN (Chowdhary, 2020), la lemmatisation peut étre utile lorsqu’elle
est appliquée au corpus pour augmenter la couverture des dictionnaires, en revanche,
la racinisation devrait étre appliquée a la fois au corpus et aux dictionnaires. Comme
indiqué dans la section 2.2, certaines taches de pré-traitement peuvent supprimer des
informations utiles ou introduire des erreurs d’analyse qui réduisent la précision et la
validité des taches ultérieures.

Apres une analyse effectuée sur les comptes rendus, une forme de lemmatisation a
été appliquée sur les différents référentiels (dictionnaires), notamment les référentiels
des actes chirurgicaux, des diagnostics et des évolutions tumorales.

4.7 Détection des dates

4.7.1 Définition du probléme

Les expressions temporelles sont utilisées dans le langage naturel pour donner des
informations sur le moment ot quelque chose s’est passée, combien de temps ¢a a duré
ou a quelle fréquence. Les dates et les heures sont souvent utilisées a ce propos. Dans le
cadre de nos travaux, on s’intéresse particulierement aux expressions temporelles per-
mettant de localiser un événement dans le temps. Celles qui permettent de répondre
a la question : quand ? Ces expressions prennent généralement plusieurs formes : des
phrases nominales, des adverbes (tels que : « Aujourd’hui » ou « Hier ») ou de simples
dates en utilisant soit des nombres, soit des lettres, soit les deux. La détection de ces
éléments est importante dans le traitement automatique de textes, notamment lors-
qu’il s’agit de traiter des textes cliniques.

En effet, cela permet de dater les informations extraites a partir de ces textes
et ainsi, bien comprendre le sens de ces derniéres. Dans nos recherches, la détection
de ces informations contribuent essentiellement dans la structuration des patients via
I'exploitation des documents patients, mais aussi dans la reconstitution du parcours
du soins des patients. De plus, ces informations sont des expressions souvent utilisées
dans la formulation des antécédents médicaux d’un patient. L’identification de ces
antécédents permet d’aider les médecins dans leur travail notamment lors de la prise
de décisions médicales en choisissant les traitements les plus appropriés.

4.7.2 Travaux connexes

Dans la littérature, plusieurs travaux se sont intéressés a la détection des événe-
ments temporels. Tapi Nzali et al. (2015) ont congu une approche pour l'extraction
automatique d’expressions temporelles. Ils montrent que la distribution des ces expres-
sions est liée au domaine. Les autres soulignent que ’adaptation de certaines taches
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de pré-traitement, telles que la tokenisation, au domaine étudié permet une amélio-
ration significative des performances. D’autres chercheurs ont exprimé un fort intérét
pour 'extraction de ces informations & partir de récits cliniques (Bramsen et al., 2006;
Hripcsak et al., 2009). Ils ont montré que la notion d’événement est différente quand
elle est utilisée dans le domaine général que lorsqu’elle ’est dans le domaine médical.

4.7.3 Challenges des textes cliniques dans ’expression de la tempo-
ralité

Pour nos recherches, I’approche mise en ceuvre a été choisie en tenant compte de
la particularité des comptes rendus. D’aprés nos échanges avec les médecins, il s’avere
que le personnel soignant ne s’intéresse pas a tous les événements qui apparaissent dans
le texte mais uniquement a ceux qui sont médicalement pertinents. De plus, lors de la
rédaction des comptes rendus, les médecins ont tendance a regrouper les informations
a caractéres temporel dans le méme bloc d’informations comme c’est le cas pour les
antécédents qui sont souvent retranscrits dans la premiere partie du document. Ces évé-
nements sont fréquemment liés & une expression temporelle (une date). Des exemples
de telles expressions issues des comptes rendus sont illustrés dans les phrases suivantes.

+ 01/1999 : sein G T2N1b : tumorectomie + CA : CCI, 20 mm, grade I, emboles,
RH+, 12N+/24

- Dec 2011 : progression pleurale, CA 153 a 178 : pose d’un PAC pleural ; TAXOL
hebdo interrompu en avril 2012 pour toxicité

- 18/03/2016 : syndrome pied/main de grade III/IV, suspension du XELODA

- 03/08 : Xeloda 1800 mg/j 2 sem/3.

+ 05.2017 : Hospitalisation en mai dernier pour une hematurie macroscopique

- Stabilite de 1’imagerie par rapport au 29 mai 2019

- Avril 2014 : progression tumorale pulmonaire : TAXOTERE.

- 08/2014 : progression osseuse : irradiation hemibassin gauche ; 10/2014
GEMZAR (arret en mai 2015 pour toxicite hematologique).

« Juillet 11 : decouverte d’un Ca 15-3 a 2N.

+ Patient né en 1951

+ La patiente rentre 1’annee prochaine dans le cadre du depistage systematique
organise au niveau mammographie.

Apres analyse de plusieurs comptes rendus, aucune forme standard pour I'expres-
sion des dates utilisées par les médecins n’a été identifiée. En effet, chaque médecin
a la totale liberté d’utiliser les formulations qu’il souhaite lors de la rédaction d’un
compte rendu. De plus, les médecins ont tendance a employer des abréviations dans
leurs rapports, par exemple «Dec» au lieu de «Décembrey». Les séparateurs utilisés
entre les jours, les mois et les années sont différents («.», «/», « », etc.). Les jours ne
sont pas toujours précisés. Dans I'expression «05.2017», le 05 fait référence au mois de
mai. Cependant, certaines formes de ces expressions telles que «03/08» pourrait étre
difficiles & désambiguiser.

4.7.4 Approche proposée

L’approche que nous proposons consiste en une solution hybride. La premiere étape
est basée sur des regles pour la détection des expressions temporelles. La seconde étape
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s’appuie sur un modele de classification automatique de phrases pour la détection des
phrases dites antécédent (cf. chapitre 5). La premiére étape est basée sur des expressions
régulieres dans ’ordre suivant :

1. Jour-mois-année, soit avec les mois écrits avec des chiffres ou des lettres.
2. Jour-mois, soit avec les mois écrits avec des chiffres ou des lettres.

3. Mois-année, soit avec les mois écrits avec des chiffres ou des lettres.

4

. Année seulement, mais dans ce cas, les années sont associées a un contexte. Par
exemple «depuis 2008».

Si la date détectée est au début de la phrase avec un format approprié (exemple
1), alors elle est utilisée pour dater tous les concepts non datés de la phrase. Les
expressions régulieres utilisées sont dans ’annexe C.

4.8 Désambiguisation sémantique

4.8.1 Désambiguisation des protocoles
4.8.1.1 Définition du probléeme

Un protocole de chimiothérapie est un parcours de soins pour un patient. I1 définit
le nombre de cures et le type de chimiothérapie qui sera utilisé. Un protocole porte un
nom court comme FOLFOX ou FEC. Ce nom est souvent un acronyme des différentes
molécules utilisées durant le traitement. Lorsqu’on détient la liste de ces protocoles
leur identification devient une tache facile. Cependant, certains de ces protocoles sont
ambigus et leur identification induit en erreur les algorithmes & cause des faux posi-
tifs qui sont détectés aussi. Les neuf protocoles ambigus sont les suivants : AC, ACE,
BEP, CAP, CMF, EP, FAC, FUN et VICE (cf. Annexe D). L’ambiguité existe avec
des termes généraux non spécifiques au projet pour BEP, CAP, FAC, FUN et VICE.
Les termes restants sont ambigus avec des termes propres au domaine médical. AC et
ACE peuvent désigner des biomarqueurs. EP est une abréviation signifiant « Embolie
Pulmonaire » ou « Epanchement Pleurale ». CMF peut correspondre & une mesure ou
un préléevement. Les protocoles les plus importants a désambiguiser sont AC et ACE.
Ce sont ceux qui ont le plus souvent un sens différent de celui des protocoles.

Deux approches sont possibles pour désambiguiser : soit mettre en place des regles,
soit utiliser un modeéle de reconnaissance d’entités nommeées. Les deux approches ont
des avantages exclusifs. Un modele pourra découvrir de nouveaux protocoles, tandis
que les regles produiront un résultat prévisible, et seront facilement mises a jour.
Cependant des régles peuvent s’ajouter et ont tendance & devenir de plus en plus
complexes résultant en un ensemble difficile & maintenir.

4.8.1.2 Challenges et analyse de la solution

Une phase d’étude a d’abord été réalisée afin de bien choisir 'approche la plus
appropriée. Différents comptes rendus contenant au moins un des neuf termes ont été
étudiés. Nous avons alors constaté qu’'un protocole ambigu peut apparaitre dans tous
types de documents. Certains de ces derniers ont été mal océrisés donnant lieu ainsi a
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des phrases incompréhensibles et/ou avec une mauvaise tokenisation telle que « FAC
TU RATION » a la place du mot « FACTURATION ». Le protocole ACE et le biomar-
queur ACE peuvent étre employés dans la méme phrase. Les protocoles sont parfois
mal écrits, on peut lire « I7TACE », « dAC » ou encore « CA » au lieu de « AC ». Par
ailleurs, les médecins parlent indifféremment d’une molécule de chimiothérapie et d’un
protocole.

Ces différentes raisons laissent a penser qu’'un modele de reconnaissance d’enti-
tés nommeées serait plus efficace qu'un ensemble de régles. Certains points communs
ont également ressurgi laissant entrevoir des perspectives de réussite pour un modele.
Les protocoles sont majoritairement écrits en majuscules. Les phrases sont courtes
et contiennent généralement une date et/ou un chiffre. Il est fréquent que plusieurs
protocoles soient évoqués dans la méme phrase. Certains types de phrases reviennent
fréquemment.

+ lére ligne métastatique par AC du 24.02.2012 au 23.7.2012

+ => mise en ®uvre d’une chimiothérapie par 3 cycles d’anthra-cycline type AC
et 3 cycles de TAXOTERE du 19.10.2005 au 09/03/2006.
"Aprés 5 mois d’imprégnation hormonale le bilan montre une aggravation
biologique avec augmentation de 1’ACE et du C15.3 a 126 et a 221.

+ BEP debute le 18/08/2009.

+ Examen clinique et bilan protocolaire J8 C1 dans le protocole ACE.

- CA 15 3 et ACE normaux

+ J15 C2 BEP dans le cadre de la prise en charge d?une tumeur testiculaire
germinale non séminomateuse .

4.8.1.3 Approche proposée

Dans le but de former une modele NER, il faut disposer d’un jeu d’entrainement. 30
000 phrases contenant au moins un des neuf protocoles ont été extraites de ’ensemble
du corpus pour constituer les jeux de données nécessaires.

Environ 300 phrases ont été annotées avant d’entrainer le modele. Lors de cette
tache d’annotation, tous les protocoles présents ont été annotés, et pas seulement ceux
qui sont ambigus. Cela permet au modele de comprendre ce qu’est réellement un pro-
tocole. L’emphase est cependant sur les protocoles ambigus car les phrases extraites
contiennent au moins un d’eux. Le but de cette premiere étape est seulement de valider
I’approche et non d’aboutir & un modele définitif. Le jeu de données est divisé en deux
parties égales, une pour ’entrainement, I’autre pour le test. Cette premiere approche
nous a permis d’obtenir une exactitude de 71, 8% avec une précision de 19, 73% un rap-
pel de 22, 48% et un F-score de 21,01%. Le modele présente des scores encourageants.
En renforcant les annotations, le modele pourra s’améliorer et obtenir de meilleures
performances. Cependant, en testant certaines phrases parmi les 30 000, nous avons
constaté un nombre important de faux positifs. Le modele identifie des protocoles qui
n’existent pas.

+ NOM DE NAISSANCE : XXXXXX NOM D’EPOUSE : XXXXXX

« NOM DE » est considéré comme un protocole avec une confiance de 99%.
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+ Dysgénésie importante (a 1’impression que tout ce qu’elle mange est sucre).

« Dysgénésie importante », « a » et « ) » sont considérés comme des protocoles avec
respectivement des scores de confiance de 86,77%, 98,54% et 83,11%.

Pour pallier ce probléme, une annotation compléte a été réalisée. Une annotation
est dite compléte si toutes les entités de la phrase sont annotées. Ainsi, tous les mots
présents dans le jeu de données et non annotés sont considérés comme des NON-
PROTOCOLES ajoutant donc beaucoup de données d’entrainement pour le modeéle.
Une seconde phase d’annotation a été réalisée en plusieurs itérations pour porter le
nombre total d’annotations a environ 1000 phrases. Nous avons entrainé plusieurs mo-
deles en utilisant plus de 500 phrases dont 20% utilisées pour le test. On obtient les
résultats présentés dans le Tableau 4.1.

Suite aux 1000 annotations et apres vérifications dans les 30 000 phrases issues du
corpus, aucune ne comprenait le protocole VICE ou FUN;, et seulement quelques-unes
le protocole EP. Le protocole FUN était correctement détecté par le modele contraire-
ment aux deux autres. Pour les protocoles VICE et EP une dizaine de phrases ont été
créées et rajoutées manuellement pour que le modele puisse détecter ces protocoles.
Apres la réalisation d’autres tests sur le modele, il est apparu que le protocole ACE
n’était pas bien détecté. Le biomarqueur ACE apparait dans un contexte similaire au
protocole ACE et souvent les biomarqueurs étaient détectés en tant que protocoles.
Pour améliorer la détection du protocole ACE les mémes phrases ont été ré-annotées
avec 'entité BIOMARQUEUR. Cela permet au modele d’utiliser 'entité BIOMAR-
QUEUR afin de mieux différencier les protocoles. Les résultats obtenus sont présentés
dans le tableau 4.1.

Enfin, pour valider les modeéles, nous les avons testés sur un gold standard qui doit
étre annoté par un expert et étre intransigeant, contrairement a un jeu d’entrainement
qui peut étre constitué pour simplifier la tache d’apprentissage au modele. Le gold
standard ne doit pas étre réalisé par la personne ayant constitué ’ensemble d’entraine-
ment, sinon 'annotation risque d’étre biaisée. Le gold standard influe ’entrainement
du modele puisqu’il est utilisé comme un jeu d’évaluation. Les résultats obtenus sont
présentés dans le tableau 4.1.

4.8.1.4 Résultats

Dans le tableau 4.1 sont présentés tous les résultats obtenus lors des différentes
expérimentations effectuées dans le cadre de la désambiguisation des protocoles.

TABLE 4.1 — Résultats de la désambiguisation des protocoles.

#Phrases | Hyperparameétres | Ensemble de test Gold standard
300 0.2 dropout Exactitude : 84,30 % | Exactitude : 62,57 %
10 itérations Précision : 96,08 % Précision : 77,72 %
Rappel : 24,03 % Rappel : 18,83 %
F-score : 38,51 % F-score : 30,38 %
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20 itérations

Précision : 93,94 %
Rappel : 84,94 %
F-score : 91,63 %

500 0.2 dropout Exactitude : 88,20 % | Exactitude : 85,47 %
20 itérations Précision : 94,25 % Précision : 82,23 %
Rappel : 89,13 % Rappel : 89,30 %
F-score : 91,62 % F-score : 85,62 %
1000 0.2 dropout Exactitude : 91,90 % | Exactitude : 86,20 %

Précision : 91,47 %
Rappel : 89,77 %
F-score : 90,61 %

Pour chacune des expérimentations, plusieurs modeles ont été entrainés en faisant
varier les parameétres d’entrée ou les hyper-parametres a chaque exécution (recherche
gloutonne). Dans ce tableau, on ne présente que les performances des meilleurs modéles.

4.8.2 Désambiguisation des métastases
4.8.2.1 Définition du probléme

Les métastases sont reconnues dans un document a l'aide des termes comme «
métastases » ou « évolution métastatiques ». Cependant un terme détecté peut ne pas
correspondre & une métastase mais a une récidive. Une récidive est a I'instar des mé-
tastases une prolifération de tumeur maligne. Une récidive a lieu lorsque les tumeurs
sont localisées dans des ganglions ou dans une zone proche du siege de la tumeur pri-
maire. Une métastase correspond a la présence de tumeurs malignes dans des organes
éloignés du siege de la tumeur primaire. Ainsi tous les termes indiquant une métastase
sont ambigus. Il existe plusieurs termes pour décrire une métastase ou une récidive
qui sont employés lorsqu’il y a seulement une suspicion de métastases ou dans un tout
autre contexte. Il est important de les détecter car les médecins utilisent rarement les
termes simples tels que « métastase » dans les comptes rendus. Les termes ambigus
comme « lésion » ou « nodule » sont plus fréquemment utilisés. En effet les médecins
analysent des résultats d’imagerie et notent ce qu’ils apercoivent ; ils ne sont jamais
slirs de voir une métastase mais sont slirs d’observer une lésion ou un nodule. Enfin
certains comptes rendus peuvent étre remis au patient, dans ce cas les termes indi-
quant clairement que le patient présente des métastases peuvent avoir un impact fort,
ils préferent donc éviter de les employer.

Comme pour la désambiguisation des protocoles, il est possible de détecter les
métastases avec un modele de NER (Nadeau and Sekine, 2007) ou avec des régles ou
un mélange des deux. Cependant, cette fois-ci, il n’y a pas de liste établie de termes.

4.8.2.2 Challenges et analyse de la solution

Une étude des comptes rendus a d’abord été réalisée afin de mieux comprendre la
maniére dont les médecins évoquent la présence ou non de métastase. Cela a également
permis d’extraire une liste de termes ambigus pouvant désigner des métastases, cette
liste est illustrée dans la Figure 4.1. Parmi cette liste certains mots sont plus utilisés
que d’autres. On peut voir que le terme « lésion » est trés employé par rapport aux

62



4.8. DESAMBIGUISATION SEMANTIQUE

autres. Il serait anecdotique de traiter des termes tels que « progression lésionnelle »
et « caractere malin » vu leur présence dans le corpus. Ces différents de termes utilisée
peuvent étre propres a chaque centre mais il est peu probable que les différences soient
radicales, Ceux sont les termes les plus simples qui sont les plus utilisés.

te et présence des termes

FIGURE 4.1 — Ensemble des termes ambigus pour désigner une métastase et leur pré-
sence dans le corpus.

Au cours de cette étude, il a été constaté que les termes ambigus apparaissent sou-
vent dans les comptes rendus qui ont vocation de confirmer ou de réfuter la présence
de métastases. Dans ce type de documents (exemple dans 4.2), un terme ambigu n’ap-
parait généralement pas seul. S’il y a des métastases elles sont probablement présentes
a plusieurs endroits.

Contenu

Prescripteur : Dr XXXXX XXXXX (Centre Léon Bérard)
Date de prélévement : 16/11/2010
Nature de prélévement : Ponction osseuse créte iliaque gauche - sous scanner -

Renseignements cliniques : [ésion lytique créte ilaque.

Antécédent de [T ETEREETICIGIT AP (2003) traité par [chirurgiel-chimiothérapie puis horm érapie.
Actuellement, la patiente présente de violentes :lde la créte iliaque gauche de type inflammatoire depuis environ 1 mois la reveillant la nuit.
Scintigraphie osseuse : |ésion suspecte de la créte iliaque avec deux foyers ponctuels sacro iliaque gauche et ischion droit

EXAMEN MICROSCOPIQUE :

Le matériel de cytoponction a été examiné sur 5 étalements puis sur une cytospine colorés au May Grunwald Giemsa.

La matériel est cellulaire, il est constitué par de b amas i idi i Is se détachant sur un fond hémorragique. Les cellules sont cohé au cytopl. peu abondant, &
limites peu distinctes. Les noyaux sont ovalaires renfermant un nucléole central bien visible.

Examen immuno-cytochimique :

Il a été réalisé sur des cytospines.

ER : rares noyaux faiblement marqués.

PR : exceptionnels noyaux, faiblement marqués.

Cytoponction créte iliaque gauche (sous scanner) - matériel évocateur d'une [[TIEEFEH dun montrant en immuno-cytochimie de rares noyaux tumoraux exprimant faiblement la PR
et dexceptionnels noyaux tumoraux avec un signal faible aux ER.
Ces aspects réalisés sont avec l'origine

Codification ADICAP : [$eis] i/ VETVETE)

FIGURE 4.2 — Compte rendu confirmant la présence de métastases chez un patient.
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Le contexte de la phrase ne suffit pas pour dire si celle-ci parle d’'une métastase ou
pas. C’est en lisant le document en entier que ’on peut comprendre la signification des
phrases contenant un terme ambigu.

Sur 67 phrases issues de 60 documents différents, il était possible de désambiguiser
20 termes en s’appuyant sur le contexte de la phrase, 40 nécessitaient le contexte
du document, 2 ont pu étre désambiguisés en consultant d’autres comptes rendus
appartenant au méme patient, et 5 termes n’ont pas pu étre désambiguisés. Suite a ces
observations la mise en ceuvre d’un modele NER ne semblait pas pertinente.

4.8.2.3 Approche proposée

L’approche de désambiguisation mise en place est alors fondée sur la détection des
termes ambigus a l'aide de régles a la fin du traitement du compte rendu. Ces regles
sont strictes afin de réduire au maximum le bruit quitte a perdre des informations. Les
termes ambigus pouvant étre présents partout et surtout avant qu’une métastase soit
réellement trouvée.

Chaque terme ambigu possede plusieurs axes d’ambiguité. Certains sont plus sou-
vent employés pour une signification plutét qu'une autre. Ainsi les probabilités asso-
ciées a chaque axe ne sont pas égales.

Trois axes ont été identifiés :

o ORIGINE TUMORALE : la probabilité que le terme désigne une tumeur. Elle
sert pour des termes comme « image » ou « foyer » pouvant désigner autre
chose par exemple « retour au foyer pour le patient »

e« BENIN — MALIN : la probabilité que le terme soit employé pour une tumeur
maligne. L’inverse indique la probabilité que le terme soit employé pour une
tumeur bénigne.

« PRIMAIRE — SECONDAIRE : la probabilité que le terme soit employé pour
une tumeur secondaire (récidive ou métastase). L’inverse indique la probabilité
que le terme soit employé pour une tumeur primaire.

Un référentiel « tumeur ambigué » contenant la liste des termes ambigus identifiés
précédemment avec les trois probabilités associées a été créé. Toutes les probabilités
ont été fixées & 0,5 sauf pour le terme « lésion». A la détection de chaque terme, la
probabilité correspondante lui sera associée. Lors de la phase de désambiguisation,
apres le traitement de chaque phrase, les concepts passent par un moteur de regles.

1. La premiere régle considére les termes ambigus compris dans la méme phrase
qu’une tumeur primaire. Ainsi la phrase « cancer du sein avec localisation os-
seuse » remontera une tumeur primaire « cancer du sein » et une métastase «
localisation osseuse ».

2. La deuxiéme regle ne conservera que le terme « lésion » car c’est le terme ayant
le plus d’impact (avec une probabilité supérieure & un seuil fixé), et il ne sera
remonté que s’il est associé & un concept de localisation ou de traitement. Cette
deuxieme regle n’est exécutée que si la premiere n’a pas pu l'étre.
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Apres analyse des dossiers patients en erreur, il est apparu que les dates indiquées
dans des fiches tumeurs (documents structurés) correspondent aux dates attendues.
Une fiche tumeur est un fichier XML contenant des informations a propos des tumeurs
diagnostiquées au patient. Le type de la tumeur, sa localisation, sa morphologie et la
date de son diagnostic sont indiqués. Dans le cas d’un cancer, la date de la récidive
métastatique peut étre indiquée. C’est cette derniére qui nous intéresse. Un dossier
patient peut contenir plusieurs fiches tumeurs. Les données contenues dans la fiche
tumeur ont un poids plus important, car considérées comme fiables, que les données
trouvées dans un compte rendu.

3. La troisiéme régle consiste a considérer uniquement la date de la fiche tumeur
lorsqu’il y en a une pour structurer une métastase. Cependant, cette information
n’est pas toujours précisée dans les fiches tumeur.

4. La quatrieme regle est lancée seulement quand on ne dispose pas d’une date de
début de métastase fiable. Pour cela, toutes les dates associées a des concepts
de métastases identifiées sur une période d’un an pour un patient sont parcou-
rues. La premieére date (dans le temps) sera celle retenue pour le début de la
métastase. Ensuite un score de complétude est calculé indiquant la fiabilité de
la date. Ce score a été établi empiriquement apres observations des scores de
complétudes de différents patients.

4.8.2.4 Résultats

Le but de la mise en place de cette désambiguisation est d’améliorer la détection des
métastases. Afin d’évaluer l'intérét et la pertinence de la détection des termes ambigus
et d’évaluer correctement ’ensemble des régles, le jeu de tests a été composé d’'une
quarantaine de patients. Ces régles ont permis de détecter les métastases correctement
pour 27 patients, et de rapprocher la date de détection de métastase, sans étre juste,
pour 7 patients.

Des améliorations sont ainsi observables laissant penser a un apport bénéfique.
De plus, lors de 'étude effectuée sur ces patients, il a été remarqué que certaines
dates attendues étaient fausses dans le fichier de validation. Ainsi, des corrections ont
été proposées et envoyées a des médecins du centre de cancérologie de Lyon pour
confirmation. Une fois cette derniére obtenue, les nouvelles dates ont été mise & jour
dans le fichier de validation.

4.8.3 Désambiguisation des codes SNOMED-CT

SNOMED-CT (Systematized Nomenclature of Medicine-Clinical Terms) est un sys-
teme de terminologie standard. Il s’agit d’une terminologie clinique hiérarchique des
soins de santé contenant des termes médicaux et leurs relations. SNOMED-CT contient
des signes cliniques (symptomes), des troubles (diagnostics), des procédures, des struc-
tures corporelles, des organismes, etc. Cette terminologie est souvent utilisée par les
médecins sous forme de codes dans les comptes rendus. Ces codes sont souvent repré-
sentés sur cinq chiffres tout comme les codes postaux des adresses en France.
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Contrairement aux codes SNOMED-CT, que l'on retrouve souvent au milieu ou
en fin des comptes rendus, les codes postaux sont généralement utilisés au début des
rapports dans la partie dédiée aux renseignements personnels du patient quand elle
existe. Savoir distinguer alors entre une phrase a caractere administratif et une phrase
contenant des informations médicales pourrait aider a désambiguiser le sens de ces
codes quand ils sont détectés. Dans le chapitre 5, nous allons aborder ce processus de
distinction entre les phrases selon leur contenu sous forme de classification automa-
tique des phrases.

Par ailleurs, compte tenu des difficultés liées a 1'utilisation de certaines normes et
la détection des codes morphologiques de facon correcte, le standard SNOMED-CT a
été décomposé en plusieurs lexiques : noms de tumeurs, adjectifs de tumeurs, adjectifs
généraux, et comportements tumoraux. Ce choix a pour but de développer autant
de descriptions de modeles morphologiques qu’il y en a dans les différents types des
comptes rendus.

4.9 Détection de la négation et de l’incertitude

4.9.1 Définition du probléeme

L’identification des phrases négatives et incertaines dans les textes est une théma-
tique de recherche qui a fait ’objet de plusieurs études appliquées a des domaines variés
ces derniéres années (Chapman et al., 2001; Mutalik et al., 2001; Packard et al., 2014;
Fancellu et al., 2016). En effet, dans le traitement automatique de langage naturel, les
données textuelles sont souvent non structurées. La détection de telles phrases joue
alors un réle prépondérant dans les taches de recherche et d’extraction d’informations.

Dans le domaine médical, les médecins utilisent souvent la négation pour exclure
un diagnostic ou un traitement. Ils utilisent aussi des formulations hypothétiques sous
forme d’incertitude afin de souligner la prudence avec laquelle ils souhaitent s’exprimer
sur 'existence ou 'absence d’un fait. La détection de phrases négatives ou incertaines
permet alors d’affirmer /infirmer les concepts identifiés dans la méme phrase. Cela joue
un réle important et impacte significativement les taches de fouille de texte, notamment
lors de la sélection de patients pour la création de cohortes de patients homogenes
ou lors de reconstitution du parcours palliatif des patients a partir de leurs comptes
rendus.

4.9.2 Challenges et analyse de la solution

Les expressions utilisées par les médecins pour poser un diagnostic sont parfois
difficiles & comprendre. Lorsqu’ils raisonnent sur le diagnostic d’un patient, ils essaient
d’exclure les symptomes que le patient ne présente pas. Pour cela, ils utilisent ce qu’on
appelle des déclencheurs de négations qui sont répartis sur trois types : pré-négation,
post-négation et pseudo-négation. Il existe dans la littérature plusieurs travaux qui
proposent des listes plus ou moins exhaustives de ces déclencheurs. Le Tableau 4.2
regroupe quelques exemples de déclencheurs de négation.
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TABLE 4.2 — Liste de déclencheurs de négation en langue francaise.

Adjectifs absent, aucun, négatif, nul,...
jamais, ne pas, ne |...| pas, ne |...| rien
Adverbes ] , ne pas, ne [...] pas, ne [...] rien,
non, pas, ...
Affixes a-, dis-, im-, in-, non-,...
Conjonctions | ni, ni [...] ni [...], sans que, ...
Locutions a l'exception, au lieu de, ...
Noms absence de, ...

Prépositions | excepté, sans, sauf, ...

Pronoms personne, rien,...

Verbes annuler, éliminer, exclure, nier,...

Bien que la détection des déclencheurs de négation constitue des difficultés en rai-
son de 'ambiguité et du contexte, il est bien plus difficile d’identifier leurs portées avec
précision. L’identification de cette portée revient a répondre & la question : qu’est-ce
qui est réellement nié 7 Une phrase négative pourrait étre constituée d’un nombre im-
portant de mots, alors que la négation porte seulement sur une sous-partie de la phrase.
La portée d’une négation peut se trouver a différentes endroits dans la phrase : avant
le déclencheur, apres le déclencheur ou avant et apres le déclencheur. En plus, compte
tenu de la diversité et de la richesse que peut avoir une langue, un seul déclencheur
peut avoir a lui seul plusieurs portées dans la méme phrase. Une phrase pourrait tres
bien contenir plusieurs marqueurs ou déclencheurs de négation. Une autre difficulté a
gérer serait alors d’associer chaque portée a son propre déclencheur. Pour compliquer
davantage les choses, il existe par ailleurs des exceptions & prendre en compte telles
que les doubles négations. Quelques exemples extraits des comptes rendus sont illustrés
dans les phrases suivantes.

- PS: 0

+ Stroma fibreux : Absent

+ Transfusion plaquettaire :Non

« Pas d’anomalie a 1’examen gunécologique.

- Absence de lésion tumorale.

+ L’étude en fenétre osseuse ne met pas en évidence de lésion focale suspecte.
I1 n’existe aucune anomalie mammographique.

+ L’examen clinique ne montre rien de péjoratif

« pour le moment compte tenu de la situation un retour en centre est exclu.

- Piéce mesurant 1 x 0,5 cm ayant fait lobjet d’un examen extemporané (Dr
CHETAILLE) qui est répondu négatif

+ On demande que les coupes thoraciques soient fait en protocole angioscanner
afin d’éliminer 1’embolie pulmonaire.

- Patiente de 63 ans, menaupausee sans THS, vue ce jour dans le cadre de la
consultation BILBAO pour bilan d’extension d’une neoplasie mammaire droite.

Cependant, la présence d’un déclencheur d’une négation dans une phrase n’implique
pas forcément ’annulation des concepts couverts par sa portée. Certaines phrases né-
gatives peuvent véhiculer des informations treés importantes notamment dans le cadre
de notre recherche. Parmi les objectifs initiaux de notre theése l’identification des pa-

67



CHAPITRE 4. PRE-TRAITEMENT

tients résistants au traitement anticancéreux. Or, ces résistances sont modélisées sous
formes de réponses au traitement. La phrase : «Pas d’évolutivité» est traduite par une
stabilité qu’est 'une des quatre niveaux de réponse en oncologie (cf. chapitre 6).

cancer primitif oui ( ) non ()
Le PSA était a 0.01 en octobre 2017, mais le ZOLADEX n’a été refait qu’en
février 2018.

De la méme maniere, les médecins utilisent souvent des phrases spéculatives ou
incertaines. A la lecture seule d’une phrase incertaine, on est pas capable de répondre
par oui ou non a tous les concepts ou sujets évoqués dans celle-ci. Contrairement aux
négations, il est tres difficile de concevoir une liste exhaustive regroupant ’ensemble des
déclencheurs ou marqueurs de 'incertitude. En effet, en langue frangaise, il est possible
d’employer le temps conditionnel afin d’exprimer 1’éventualité d’un événement. Cela
rend les approches basées sur de simples regles et des listes de déclencheurs obsolétes.
Plusieurs exemples de phrases incertaines issues des comptes rendus sont ci-dessous.

« Toujours est-il qu’il semble exister sous POMALIDOMIDE DEXAMETHAZONE des
arguments évoquant potentiellement une infection des voies respiratoires
Un suivi gériatrique en période post-opératoire qui peut étre assuré par
1’équipe mobile de gériatrie de 1’hopital Saint Luc Saint Joseph (Dr Arnoux)
Donner une contre indication absolue et definitive aux Antracyclines me parait
dommageable si c’est le traitement le plus adapte aux ennuis de sante actuels
de Mme XXXXXX
I1 existe une indication de recherche de mutation constitution-nelle des
génes BRCA1/BRCA2 chez Mme XXXXXX, discutée et validée sur dossier avec le
Docteur NOGUES

+ Grand-mére décédée a 47 ans, tumeur pulmonaire (cancer primitif ?)

- Hypothése la plus probable, 1’existence de facteurs de susceptibilité de
nature génétique unique ou multiple en association
J’informe Mme XXXXXX qu’en cas de prédisposition génétique avérée, un test
pourra étre proposé a ses apparentés
un éventuel foyer de myosite circonscrite vu 1’antécédent
Devant ces malaises atypiques, on peut se poser la question d’une toxicité
de 1’Asparaginase

« Grand-mere décédée a 27 ans d’une possible pneumonie
Je reste néanmoins treés circonspecte sur la qualité de cette rémission et sur
la nécessité d’une grande prudence et d’une surveillance étroite en raison
du risque de rechute
L’alternative possible de mastectomie prophylactique dans ce contexte a été
abordée
La patiente est potentiellement incluable dans 1’essai PAOLA1
Les options thérapeutiques évoquées dans le cas d’une absence de progression
tumorale étaient soit une cystoprostatectomie-curage, soit une cystoscopie-
résection suivie d’une radio-chimiothérapie ; ces hypothéses thérapeutiques
ont été évoquées avec M. XXXXXX ce jour
Les recoupes en série effectuées ne mettent pas en évidence d’éléments
suspects de malignité
Ponction : adenocarcinome, doute sur metaplasie
Formation pelvienne droite entre lovaire droit et 1’utérus tubulée d’allure
digestive contenant une image dense pouvant faire évoquer un stercolite
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A Tinstar des phrases négatives, les phrases incertaines sont aussi concernées par
la portée des déclencheurs d’incertitude.

4.9.3 Approche proposée

La totalité des approches utilisées pour la détection des phrases négatives et/ou
incertaines ainsi que leur portées respectives que nous avons pu consultées dans la lit-
térature sont réparties selon trois catégories. Des approches basées sur des régles a base
d’expressions réguliéres et des dictionnaires, des approches basées sur des techniques
d’apprentissage automatique, et des approches hybrides.

Afin de répondre a cette tdche, une méthode originale composée de deux étapes a
été proposée. La premiere étape consiste en une tache de classification automatique des
phrases a 'aide d’un modele d’apprentissage automatique pour la détection des phrases
négatives/incertaines. Cette premieére étape constitue une couche de raffinement afin
de ne cibler que les phrases concernées par la négation ou l'incertitude, et ainsi éviter
de chercher des portées dans toutes les phrases du corpus. Méme s’il est relativement
facile d’utiliser les expressions identifiées dans le Tableau 4.2 pour identifier les phrases
négatives, il existe de nombreuses formulations de négation difficiles voire impossible
a détecter via des regles. Ces exceptions sont parfois liées aux particularités des textes
cliniques.

De plus, comme déja évoqué, il n’existe aucune liste exhaustive pour les déclen-
cheurs de l'incertitude. L’établissement d’une telle liste est une tache laborieuse et
fastidieuse. La deuxieme étape est dédiée a la détection des portées des négations ou
des incertitudes. Compte tenu de la qualité des données a traiter, de la richesse de la
langue francaise, et de la complexité de cette tache, la deuxiéme étape a été modélisée
comme une tiche de reconnaissance d’entités nommées. Un modele NER a été en-
trainé sur plusieurs milliers de phrases pour reconnaitre la portée des négations et des
incertitudes. Cette approche fournit des résultats tres satisfaisants. En plus des bonnes
performances, l'un des avantages de cette méthode est que le modeéle NER (Nadeau
and Sekine, 2007) permet non seulement de détecter les portées, mais aussi de les rat-
tacher aux déclencheurs appropriés. Les détails techniques, les expérimentations et les
résultats de cette approche seront abordés dans le chapitre 5 suivant.

4.10 Conclusion

Dans ce chapitre, nous avons mis l'accent sur les opérations de pré-traitements
effectuées sur les comptes rendus médicaux afin de rendre les connaissances qui y sont
contenues accessibles. Nous avons démontré 'utilité de ces taches dans le processus
de fouille de texte et du traitement automatique de langage naturel. Plusieurs tech-
niques ont été présentées : de la collecte et la constitution du corpus a la détection de
phrases négatives et incertaines en passant par la tokenisation, la détection de limites
de phrases, la normalisation (lemmatisation, correction orthographique, etc.), la détéc-
tion des dates et enfin la désambiguisation sémantique. Les approches proposées ont
été choisies en tenant compte a la fois de la complexité de la tache, de la particularité
des comptes rendus traités, mais aussi en gardant & l’esprit la nature des traitements
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qu’on souhaite effectuer et les informations qu’on aimerait extraire pour répondre a la
problématique générale a savoir I'identification et la caractérisation des patients résis-
tants aux traitements d’oncologie.

Par ailleurs, les référentiels intégrés (cf. Annexe A) permettent d’identifier plusieurs
entités dans les comptes rendus telles que : les médicaments de chimiothérapie, les
molécules utilisées, les protoboles, les biomarqueurs, les localisations et les c6tés d’une
tumeur (par exemple : «cancer du'sein ?gauche»), les comportements de tumeur, les
genes, les actes, les diagnostics, etc. Ensuite, a partir de ces concepts, de nouvelles
entités composites sont créées telles que : les cancers, les évolutions tumorales, les
lignes et les cycles de traitement, etc. Ces entités seront discutées plus en détails dans
le chapitre 6.

1. localisation : sein
2. cOté : gauche
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5.1 Introduction

La classification de textes est un processus qui consiste a attribuer a un texte une
ou plusieurs catégories pertinentes & partir d’'un ensemble prédéfini en fonction de son
contenu. C’est I'une des taches fondamentales du traitement automatique de langage
naturel et de I’analyse de textes. Les classificateurs de textes sont utilisés afin d’or-
ganiser, de structurer et de catégoriser des corpus de données souvent tres larges. La
classification de textes ou des phrases a été utilisée dans des applications diverses et
variées telles que I'analyse des sentiments, la catégorisation des sujets, la détection de
spams ou la détection d’intention. Les textes non structurés constituent 1’écrasante
majorité des données textuelles, et représentent une source d’informations extréme-
ment riche. Cependant, I'extraction de ces informations peut étre difficile et parfois
chronophage en raison de la nature non structurée de ces textes.

Dans la littérature, la classification automatique de texte implique trois types de
systemes différents : (i) Les approches basées sur des regles; (ii) Les approches basées
sur apprentissage automatique; et (iii) Les approches hybrides.

Dans ce chapitre, nous allons présenter plusieurs modeles d’apprentissage auto-
matique pour la classification des phrases issues de comptes rendus médicaux, en se
basant sur des algorithmes d’apprentissage appartenant a des familles différentes. Le
chapitre 4 précédent a fait ’objet d’études des différentes taches de pré-traitement ap-
pliquées aux comptes rendus utilisés dans notre these. Ces pré-traitements permettent
de rendre ces documents facilement accessibles et préts a étre utilisés par des processus
unifiés. La classification de phrases est 'un de ces processus, et est constituée de quatre
étapes complémentaires a savoir : la représentation et ’extraction de caractéristiques,
la réduction de dimensions, la sélection et la formation de classificateurs, et enfin I'éva-
luation de ses performances.

Nous allons étudier dans ce qui suit les différentes étapes de classification de textes
appliquées aux comptes rendus médicaux. Plusieurs algorithmes d’apprentissage auto-
matique seront utilisés pour la réalisation des expérimentations. L’ensemble des expé-
rimentations effectuées seront présentées et les résultats obtenus seront analysés.

5.2 Extraction de concepts médicaux

Dans le chapitre 3, nous avons expliqué le fonctionnement de la chaine de traitement
des comptes rendus. Plusieurs référentiels sont utilisés afin d’extraire et d’enrichir
les concepts médicaux a partir des textes. Ces concepts vont étre ensuite exploités
pour structurer les documents dans un premier temps, et les patients dans un second
temps. Le processus d’extraction de concepts est appliqué phrase par phrase selon
les catégories qui lui sont attribuées. Conformément aux référentiels utilisés, chaque
concept est constitué d’un ou plusieurs tokens. Les principaux concepts extraits et leur
description sont présentés dans le Tableau 5.1 ci-dessous.
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5.2. EXTRACTION DE CONCEPTS MEDICAUX

TABLE 5.1 — Liste de quelques
description.

concepts extraits dans la chaine de traitements et leur

Concept

Description

Médicament

Les médicaments utilisés lors des traitements de
chimiothérapie. Exemples : «aclasta» ou «17-béta-
cestradiol ».

Molécule

Les molécules utilisées dans les médicaments de chi-
miothérapie. Exemples : «bléomycine», «kyprolis».

Protocole

La pratique d’un acte médical ou paramédical, se-
lon une bibliographie, une expérience clinique par-
tagée, ou encore des recommandations d’un consen-
sus de professionnels. Exemples : «k FOLFIRINOX»,
«LVBFU2».

Biomarqueur

Une caractéristique biologique utilisée pour le dé-
pistage médical, le diagnostic (caractérisation d’une
maladie chez un individu), la réponse a un trai-
tement médical, la rechute apres un traitement,
la toxicité d’une molécule. Exemples : «HER2+»,
«CA15.3».

Tumeur primaire

Tumeur principale a partir de laquelle peuvent
s’échapper des cellules cancéreuses qui vont for-
mer des métastases dans d’autres parties du corps.
Exemples : «adénopathie», «lésion primitivey.

Adjectif de tumeur

Les adjectifs utilisés pour la description d’un tu-
meur. Exemples : «carcinoides», «adénosquameuxy.

Localisation Localisation d’une tumeur, partie du corps humain.
Exemples : «pulmonaire», «ganglions».

Comportement Comportant de la tumeur. Exemples : «infiltranty,
«invasify.

Gene Unité fonctionnelle d’hérédité qui est un segment
d’ADN trouvé sur les chromosomes dans le noyau
d’une cellule. Exemples : «kiaal549», «flj27352».

Acte Les actes chirurgicaux réalisés lors d’une chimiothé-

rapie. Exemple : «Anastomose spongiocaverneuse,
par abord direct».

Diagnostic d’une tumeur

Diagnostic établi apres la réalisation d’examens cli-
niques, biologiques et d’imagerie. Exemple : «***
SU11 *** Leucémie monocytaire subaiguéy.

La détection de concepts au sein d’une phrase se fait principalement avec des regles
simples et des patterns qui permettent de détecter un mot présent dans un ensemble
préalablement défini tel qu’un référentiel.

Contrairement aux différentes démonstrations de traitement automatique de lan-
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CHAPITRE 5. CLASSIFICATION

gage naturel réalisées dans les taches classiques de fouille de textes, nous sommes
confrontés ici a des problématiques de volumétrie liées a la taille des lexiques médi-
caux utilisés, qui sont extrémement fournis, et a la quantité de données différentes.

5.3 Représentation des données et extraction des carac-
téristiques

Afin de pouvoir appliquer les algorithmes d’apprentissage automatique sur l’en-
semble des données pré-traitées, les données textuelles doivent étre d’abord représen-
tées sous forme de vecteurs numériques pour former I'entrée de ces algorithmes. Cette
opération s’appelle la représentation de texte, et est I'un des problemes fondamentaux
de la fouille de textes et de la recherche d’informations (IR). Elle vise a représenter nu-
mériquement des documents textuels non structurés afin de les rendre mathématique-
ment calculables. Pour un ensemble donné de documents texte D = {d;,i = 1,2, ...,n},
ou chaque d; représente un document, la représentation des textes consiste a représenter
chaque d; de D comme un point e; dans un espace numérique E, ou la distance/si-
milarité entre chaque paire de points dans ’espace E est bien définie. Ainsi, plusieurs
caractéristiques sur ces textes peuvent étre extraites. L’extraction de caractéristiques a
partir des données textuelles a un role prépondérant dans la classification automatique
de ces données.

5.3.1 Représentation mathématique d’un corpus de comptes rendus
médicaux

Pour éviter les pertes d’informations sémantiques causées par 1'utilisation des mo-
deles de sac de mots pour la transformation des textes des comptes rendus en vecteurs
numériques, nos travaux ont été axés sur l'utilisation des plongements de mots (word
embedding) (Levy and Goldberg, 2014) pour la représentation des textes. En effet, les
modeles de sac de mots ne tiennent pas comptes des relations sémantiques qui peuvent
exister entre les mots. Cela constitue un réel probléeme quant a la compréhension du
contenu des comptes rendus.

Un modele de vecteurs de mots a été utilisé, ou chaque mot du vocabulaire se voit
attribuer un vecteur numérique. Le modeéle est considéré comme étant bien formé si les
vecteurs proches dans ’espace correspondent a des mots synonymes ou souvent utilisés
dans des contextes similaires. L’entrainement d’un tel modele est une technique d’ap-
prentissage non-supervisé. Les données ne sont donc pas nécessairement annotées. En
revanche, pour espérer de bonnes performances, il est nécessaire d’entrainer le modele
sur de grandes quantités de données, et cela pour deux raisons. D’une part, pour gagner
en cohérence quant a la valeur des vecteurs résultants, d’autre part, afin d’augmenter
la taille du vocabulaire et couvrir ainsi tous les mots (et variantes de mots) utilisés
dans les données.

La question du choix de 'algorithme s’est donc posée tout naturellement. Pour ré-

pondre a cette question, deux approches de I’état de I'art ont été étudiées et comparées :
Word2Vec (Mikolov et al., 2013) et FastText (Joulin et al., 2016). Bien qu’efficace, la
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5.3. REPRESENTATION DES DONNEES ET EXTRACTION DES
CARACTERISTIQUES

principale limitation du modele Word2Vec est que I'algorithme ne prend pas en compte
la similarité syntaxique des mots. Cet inconvénient est un point important notamment
lors du traitement des textes des comptes rendus contenant des mots mal orthogra-
phiés, auquel cas les vecteurs résultant devraient étre similaires & (ou proches de) ceux
des mots sous leur forme correcte. L’algorithme de FastText (Joulin et al., 2016) vient
justement remédier & ce probléme, puisqu’il s’intéresse a la forme syntaxique des mots.
Cette seconde approche est donc plus appropriée pour la représentation vectorielle des
comptes rendus.

|A]1B] \/E?:l A%\/E?:l B?

Ou A; et B; sont des composants de A et B respectivement, des vecteurs non nuls
de n dimensions.

similarité = cos =

€ [-1,1] (5.1)

La similitude qui en résulte est comprise dans l'intervalle [—1,1]. —1 signifie que
les vecteurs sont résolument opposés, la valeur 0 indique que les vecteurs sont indépen-
dants (orthogonaux) et la valeur 1 signifie que les vecteurs sont similaires (colinéaires
de coefficient positif). Les valeurs intermédiaires permettent d’évaluer le degré de simi-
larité. Appliquée a des données textuelles, la similarité cosinus (Tata and Patel, 2007)
de deux vecteurs de documents est comprise dans [0, 1]. Les vecteurs des documents
similaires ont ainsi une valeur de similarité cosinus tres faible (proche de 0).

5.3.1.1 Entrainement de modéles de plongements de mots a partir des
comptes rendus du corpus et des données de Wikipedia

Dans un premiere temps, un modele a été entrainé sur 'intégralité de notre corpus
(360.000 comptes rendus). Le but de cette premiere étape est seulement de valider
notre approche et non d’aboutir a un modele définitif. Une premiere comparaison
avec un modele entrainé essentiellement sur l'intégralité du corpus Wikipédia francais
confirme le besoin de construire des vecteurs de mots adaptés au contexte médical. Pour
réaliser cette évaluation, 320 termes répertoriés sur 11 catégories ont été sélectionnés.
Les distances inter-couples sont calculées pour tous les couples de termes possibles au
sein d’une méme catégorie, en utilisant la distance cosinus. La moyenne pour chaque
catégorie ainsi que la moyenne finale, et le nombre de mots reconnus par le modele sont
donnés pour les deux modeles. Le Tableau 5.2 suivant présente les résultats obt<ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>