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1Introduction

„I suppose when you do it correctly, a good
introduction and a good outro makes the song
feel like it’s coming out of something and then
evolving into something.

— Bruce Springsteen
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1.1 Vision Générale : optimisation des transports
en commun et gestion des nouveaux flux de
données

Le transport urbain est un enjeu crucial pour la gestion des territoires. Dans les
grandes métropoles, les transports publics urbains représentent le principal moyen de
déplacement de nombreux habitants. Selon l’INSEE, en 2011, seul 39% des Parisiens
disposent d’au moins un véhicule personnel, contre 81% de moyenne en France (voir
la figure 1.1). Ce phénomène a tendance à s’accentuer puisqu’en 2015 les résidents
de la ville de Paris ne sont plus que 36.1% à posséder une voiture, pour une moyenne
nationale stable à 80.9% [Ins15].
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Fig. 1.1: Équipement automobile des ménages en Ile-De-France en 2011 - Source :OMNIL

Une grande offre de services de transports en commun est présente dans la plupart
des grandes villes. En France, les douze villes les plus peuplées sont équipées de bus
et de tramways. Des politiques de restriction du trafic automobile sont en place dans
9 de ces villes.

Avec l’apparition du concept de développement durable [FD03], les politiques d’amé-
nagements urbains visent à réduire la part de la voiture en ville en augmentant
la part des transports collectifs dans le but de réduire la pollution de l’air et la
congestion des systèmes de transports individuels. Par exemple, le Transit Oriented
Development (TOD) est un concept américain d’aménagement urbain [Cal93]. Ce
concept considère les réseaux de transports comme le vecteur principal de l’amé-
nagement urbain et crée, autour des stations, des zones denses résidentielles et
commerciales (dans un rayon compris entre 400 et 800 mètres). Il impose la mise en
place de services de transports de masse de bonne qualité, puisque tous les habitants
des TOD en seront dépendants pour se déplacer. Pour les déplacements courts (aller
faire des courses, se divertir, etc.), la priorité est donné au déplacement à pied : les
zones urbaines regroupent les résidents et les offres commerciales [Cal93 ; Pol14].
Seuls les longs trajets sont effectués en transports. Ce concept est critiqué pour sa
tendance à créer des zones de gentrification, ou à l’inverse, des zones d’exclusions
quand les services de transports ne sont pas d’assez bonne qualité (nombre de
stations, localisation, etc. [Pol14]). Ainsi, le développement et l’optimisation des
systèmes de transports urbains a un impact majeur sur la vie de millions de citadins.
La compréhension des usages et la modélisation des flux sont de ce fait des enjeux
scientifiques importants.
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Le développement de ces réseaux implique des coûts importants, de longs travaux et
un impact fort sur la vie des citadins. Ce qui en fait un sujet à forts enjeux politiques
et entraîne de nombreuses pressions, menant au besoin de multiples recherches et
d’indicateurs fiables. Dans ce sens en France, le ministère de la transition écologique
et solidaire, en partenariat avec le ministère de l’enseignement supérieur, de la
recherche et de l’innovation crée en 2010 l’Institut Français des Sciences et Techno-
logies des Transports, de l’Aménagement et des Réseaux (IFSTTAR) 1. Ce laboratoire
public a pour but la conduite de recherches dans les domaines du transport, des
risques naturels et de l’aménagement urbain [IFS18].

La particularité de la recherche sur le transport est l’hétéroclicité des spécialités qui
l’étudient. Des sciences humaines et sociales, aux géographes, statisticiens, en passant
par les spécialistes de la donnée, un grand nombre de spécialités apportent leur
vision pour étudier des problématiques variées (prédiction de flux, aménagement
du territoire, modélisation des comportements, etc) à différentes échelles (pays,
départements, agglomérations, villes, individus, etc.).

Jusqu’à la fin des années 1990, les seules sources de données disponibles sont les en-
quêtes de terrain. Elles permettent d’obtenir des caractérisations très riches, décrivant
les habitudes par les usagers eux-mêmes au travers des matrices origines/destina-
tions quantifiées et qualifiées à l’échelle des agglomérations : un outil essentiel pour
construire des politiques cohérentes. En France, les enquêtes ménage-déplacement
sont menées régulièrement [Ré13]. Elles permettent de suivre l’évolution des com-
portements de mobilité des ménages français. Même si ces enquêtes possèdent
certains avantages (connaissance du contexte de chaque déplacement, beaucoup
d’informations sur le profil de chaque usager, description microscopique très qua-
litative, etc.), elles ne permettent pas un suivi de l’usager sur de longues périodes
de temps. Elles sont chères et longues à mettre en place et elles sont critiquées
sur le biais introduit par les usagers eux-mêmes (surestimation des temps de trajet,
sous-estimation du nombre de trajets, sous estimation des usages nocturnes et du
week-end, etc.) ou sur la représentativité du panel d’utilisateurs choisi [Pha16 ;
Zha+15 ; Kac+18]. Depuis la fin des années 1990, nous voyons l’apparition de
nouveaux types de données (GPS, données billétiques, données d’opérateurs télépho-
niques, etc.) qui décrivent la mobilité des individus en ville. Avec l’introduction de
nouveaux capteurs (smartphones, comptage sur les portes des trains, bus, puces GPS,
bornes de validations, etc.), un nouveau type de données émerge. Disponible dans
des quantités bien supérieures, échantillonné plus précisément (temporellement et
spatialement), mais contenant moins de sémantique 2 et plus de bruit, il permet

1. Née de la fusion entre le laboratoire central des ponts et chaussées et l’institut national de
recherche sur les transports et leur sécurité (INRETS).

2. chaque déplacement est mieux décrit (position, durée du voyage, etc.) mais les informations de
contexte (raison du voyage, fréquence, etc.) ne sont pas présentes.

1.1 Vision Générale : optimisation des transports en commun et gestion des nouveaux flux de
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un suivi des individus à moyen terme 3. Dès lors, des études doivent être mises
en œuvre pour répondre aux nouvelles problématiques posées par ces données :
peut-on extraire de la sémantique de celles-ci ? Et donc remplacer les études longues
et coûteuses par questionnaires par des méthodes automatiques ? Comment répondre
efficacement aux besoins d’analyse de ces données sensibles en respectant la vie
privée des citadins qu’elles décrivent ?

Au cours de cette thèse, nous proposons de travailler sur la modélisation des usagers
et du réseau d’une part, et la détection d’anomalies d’autre part, à partir de ces
données, collectées automatiquement dans un contexte de réseaux de transports
urbains, en utilisant des méthodes d’apprentissage automatique. Grâce à ces mé-
thodes adaptées à l’analyse et la mise en valeur de grandes masses de données, nous
voulons traiter ces données brutes et bruitées pour répondre aux défis mentionnés
précédemment. Nous verrons que (1) la modélisation orientée usager d’un réseau
de transports permet d’obtenir des profils fins et robustes que l’on peut agréger
efficacement afin d’obtenir une valorisation plus précise et plus descriptive du réseau
qu’une modélisation orientée réseau ; (2) que l’utilisation de ces profils permet de
traiter des tâches complexes : détection d’anomalies, partitionnement des stations
du réseau ; (3) que la contextualisation des modèles (contexte spatial, temporel,
comportements partagés) améliore les performances quantitatives et qualitatives.
Cependant, même si nos études traitent de différentes tâches dans l’analyse des
données de transports, nous les aborderons toujours avec les mêmes problématiques :
sommes-nous capables de retrouver des résultats cohérents avec les données d’en-
quêtes? Sommes-nous capables de faire mieux? Sur quels aspects ? Sommes-nous
capables de les traiter tout en préservant la vie privé des usagers ?

1.2 Nouvelles données en transport

Depuis la fin des années 1990, de nouvelles sources de données concernant la
mobilité des individus font leur apparition. Particulièrement grâce à trois acteurs :
les opérateurs de télécommunication, les opérateurs des réseaux de transports et les
services de véhicules avec chauffeur (taxi, Uber, etc.).

1.2.1 Sources de données

L’adoption par le grand public des téléphones portables donne la possibilité aux
opérateurs de suivre ces utilisateurs durant leurs déplacements. Chaque téléphone
communique avec l’antenne téléphonique la plus proche, information enregistrée

3. La donnée de suivi est un élément clé de protection de la vie privée. La période couverte varie
selon les systèmes et les législations.
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par l’opérateur, ce qui permet une fois les données collectées de suivre grossière-
ment le déplacement du téléphone au court du temps. Le laboratoire de recherche
d’Orange 4 propose déjà à des acteurs publics et privés d’acheter des informations
relatives aux déplacements, par exemple la fréquentation à certains évènements
ou des flux entre des localisations à diverses granularité, du stade de football au
territoire entier [Dur15]. La particularité de ces données de mobilité est l’aspect
indirect de leur provenance. En effet, la captation de la mobilité n’est pas la raison
première du système, celui-ci étant mis en place au départ pour offrir un service
de communication. Ce qui les rapprochent d’autres sources de données de mobilité
comme les transactions bancaires, relatant la mobilité des individus au travers de
leurs achats [Lou+17].

Parallèlement, les opérateurs des réseaux de transports en commun se sont adaptés
à la numérisation de la vie urbaine grâce aux cartes d’abonnement et plus générale-
ment aux AFC (Automatic Fare Collection - collecte automatique des validations).
Les cartes d’abonnement sont conçues pour lutter contre la fraude et simplifier la vie
des usagers, mais peuvent aussi potentiellement permettre de mieux comprendre le
réseau de transports à toutes les échelles (de l’individu au système dans sa globalité),
pour servir d’outil de contrôle (où se répercute le trafic d’une station temporairement
fermée ?) ou d’outil de développement (où mettre une nouvelle station étant donné
les usages?). Elles remplacent ou complètent les titres de transport jetables dispo-
nibles auparavant. À chaque entrée dans le réseau, le système enregistre l’heure, le
numéro de la carte et la station. Une fois collectées, ces données décrivent une partie
de la mobilité multimodale (si la ville dispose de plusieurs modes de transport en
commun) des différents individus. Les sources dont elles proviennent sont souvent
les services de transports en commun (bus, métro, tram, etc.), mais également les
services de vélo à la location (Vélib à Paris ou Vélov à Lyon [CO14]), ou les services
de location de véhicules (Auto-Lib etc.). Souvent, elles ne permettent de connaître
la position d’un usager qu’à son entrée dans le réseaux (portiques à l’entrée des
stations), parfois à sa sortie (comme à Londres ou sur le réseau des Vélib), mais plus
rarement de suivre leurs parcours à l’intérieur du réseau (ce qui est le cas pour une
course Auto-Lib).

Enfin, les GPS intégrés aux véhicules permettent de suivre ces véhicules sur de
longues périodes. Ces systèmes de localisation, développés par l’armée américaine
durant les années 60, permettent de calculer précisément la position d’un objet grâce
à une constellation de satellites orbitant autour de la Terre. Des collections de traces
sont disponibles et correspondent à différentes sources : les sociétés de taxi, de VTC
(Uber), les services de location de véhicules sans stations, les flottes d’entreprises,
etc. Elles diffèrent des données de cartes d’abonnement du fait que la position de

4. Flux vision - Orange Business Service - https ://www.orange-business.com/fr/produits/flux-
vision
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l’usager est connue à intervalles réguliers (souvent de l’ordre de la minute), ce qui
permet d’avoir un suivi de ce dernier beaucoup plus précis. En effet, ces données
sont les plus à même de décrire précisément la trajectoire réelle des usagers dans
un territoire, rendant possible, par exemple, l’étude de l’évolution de l’exposition
des citadins à la pollution [DT14]. Cependant, l’origine et la destination de chaque
voyage sont moins évidentes à extraire, l’usager pouvant faire de courtes pauses
durant son voyage et le stationnement en fin de course du véhicule, dans un contexte
de villes congestionnées, n’étant pas forcément proche du point réel de destination,
menant à des erreurs d’estimation.

1.2.2 Nouvelles applications

Avec l’apparition de ces données, de nombreuses études sont menées dans le but de
remplacer les enquêtes par questionnaires, longues et coûteuses. En effet (1) l’aspect
temps réel des méthodes automatiques permettent d’extraire des informations sur
l’utilisation courante du réseau de transports. C’est un outil de monitoring précieux
pour les aménageurs. (2) La masse de données permet potentiellement de mettre
en lumière des phénomènes globaux pertinents et nouveaux au niveau de la ville
(impact de la fermeture d’un pont [Tea18a], etc.). Cependant, la mise en valeur des
informations brutes n’est pas évidente et des méthodes robustes au bruit doivent
être envisagées. Puisque les verrous (présence de bruit, peu de sémantique, risques
pour la vie privée, etc.) associés à ces nouvelles sources de données sont encore
mal compris, plusieurs stratégies de traitement de ces différentes sources sont
envisagées telles que les analyses individuelles, la fusion globale ou la fusion de
certaines sources. Dans le cas des analyses individuelles, nous cherchons à identifier
des phénomènes connus grâce à des données réelles. En effet, ces données, pour
être cohérentes, doivent mettre en lumière des phénomènes attendus avant d’être
envisagés pour l’identification de phénomènes nouveaux. Dans ce sens, [Cea+12]
présente une analyse à partir des données de cartes d’abonnement du réseau de
transports londonien. Ils montrent que des phénomènes de congestions liés au
contexte temporel peuvent être extraits de ces données. [Pel+11] et [Mor+07b]
extraient des indicateurs à partir des données réelles similaires à ceux des études par
questionnaires. D’un autre coté, les méthodes automatiques sont aussi envisagées
en combinaison avec les questionnaires [Nit+14] : les questionnaires sont utilisés
comme base d’étude et sont ensuite enrichis par les informations extraites des
données. [Zha+15] présente une analyse de la ville de Singapour à partir d’une
enquête terrain et de données d’opérateur téléphonique. Les auteurs concluent que
les erreurs liées à la sous-estimation du nombre de voyages, la surestimation des
temps de trajet, l’inexactitude (le biais) de la description des voyages faite par
l’utilisateur peuvent être palliées grâce à l’introduction des données GPS.
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Que ce soit pour enrichir les études questionnaires ou pour être analysées directe-
ment, l’utilisation des données réelles pour l’analyse de la mobilité a beaucoup de
potentiel. La mise en valeur de ces données est, dès lors, une problématique centrale.
Nous nous retrouvons face à plusieurs grands défis liés à la donnée : le volume à
traiter est un challenge en soi ainsi que le bruit introduit par les erreurs de stockage,
les erreurs de lecture ou l’incomplétude des données (manque de contexte, connais-
sance de l’origine et non de la destination, etc.). Nous collectons des données brutes
(utilisateur u a été observé à la position s au moment t) alors que nous voudrions de
l’information plus riche sémantiquement (utilisateur u part au travail comme tous
les jours). Des méthodes de mise en valeur (ajout de sémantique) résistantes au
bruit et capables de passer à l’échelle sont nécessaires.

1.3 Enjeux en apprentissage automatique

1.3.1 De l’extraction de métriques à l’apprentissage de
représentations

L’apprentissage automatique de représentations s’est fortement développé ces der-
nières années [Ben+13]. Il offre de nouvelles perspectives dans le domaine de
l’apprentissage automatique. Historiquement, le traitement d’une tâche impliquait
l’extraction de différents indicateurs métiers à partir de données soigneusement
sélectionnées, ce qui nécessitait une bonne connaissance des caractéristiques et des
phénomènes observés ainsi que beaucoup d’interactions avec les experts du domaine.
Par exemple, [Nit+14] propose d’extraire différentes métriques (77 au total : vitesse
de déplacement, accélération, etc.) pour classifier le mode de transport de chaque
utilisateur. Cette approche est adaptée pour la résolution de tâches ciblées pour
lesquelles les descripteurs pertinents sont connus. Cependant, les limites se trouvent
du coté de l’exploration, dans le cas où on les indicateurs pertinents sont inconnus.

Aujourd’hui, en partant directement des données brutes, l’enjeu est d’apprendre une
nouvelle représentation de celles-ci, de découvrir de nouvelles caractéristiques. Dans
l’idéal, nous serons capables de traiter différentes tâches à partir d’une même repré-
sentation, il s’agit donc bien d’une nouvelle vision sur ces données, une extraction
de phénomènes basiques pertinents dans différents cas d’usage. Cette démarche
permet de transférer des connaissances entre des tâches précédemment disjointes et
de régulariser l’apprentissage.

Ces représentations peuvent être implicites (dans le sens où leurs significations
ne sont pas interprétables), semi-explicites (leurs significations sont indirectement
interprétables) ou explicites (chaque nouvelle représentation est directement interpré-
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table). Ces représentations différent par la signification des dimensions de projection.
Dans le cas explicite, les dimensions sont clairement exprimées, correspondant à
un indicateur (par exemple : la vitesse de l’objet, le nombre de passage à un point
donnée, etc.). Dans le cas semi-explicite, chaque dimension est associée à un profil
ou motif, interprétable par un expert du domaine (par exemple : un fort pic de
fréquentation d’un arrêt de bus à 8h30, interprétable comme une activité "partir
au travail"). Finalement, les représentations implicites produisent des dimensions
de projection abstraites. Dans le cadre du transport, où les décisions et analyses
ont un fort impact sur la population, des méthodes interprétables sont nécessaires.
Les méthodes explicites, regroupant des approches par extraction d’indicateurs, ne
nous intéressons pas dans ce travail : nous voulons proposer des modèles orientés
données dans lesquelles un minimum de règles métiers sont introduites. Nous nous
focaliserons donc sur les méthodes semi-explicites. Dans le cas supervisé, c’est-à-dire
lorsque des étiquettes sont associées aux exemples observés, les représentations
semi-explicites résument la présence ou l’absence de motifs ou de caractéristiques
discriminants dans chaque exemple que des experts peuvent interpréter. Dans un
contexte non-supervisé, elles encodent les différents motifs qui permettent de cor-
rectement reconstruire l’exemple considéré. De ce fait, la bonne définition de ces
représentations est cruciale pour que les systèmes automatiques soient performants.
Par exemple, dans [Flu+17], les auteurs veulent prédire le trafic futur d’un réseau de
transports. Cette tâche est abordée par un réseau de neurones récurent (RNN) qui,
à partir de chaque observation (chaque valeur de fréquentation à une localisation
précise), va construire une représentation latente de l’état de la localisation qui
est utilisée pour prédire le pas de temps suivant. Cet état caché joue le rôle de
représentation de l’état de la localisation à chaque pas de temps, c’est une représen-
tation abstraite et implicite (non-interprétable) encodant l’ensemble des affluences
précédentes et la dynamique d’évolution. Ce qui serait difficile à construire avec des
règles métiers.

1.3.2 Propriétés des méthodes d’apprentissage de
représentations

Ces représentations semi-explicites et implicites constituent une avancée majeure dans
le traitement de données principalement pour trois raisons :

Gestion du bruit. Par filtrage collaboratif (utilisation de la masse pour identifier
des motifs communs), nous n’extrayons que des représentations pertinentes
pour l’ensemble de la population, réduisant ainsi la variabilité individuelle et le
bruit. Ces représentations communes sont rassemblées dans un dictionnaire et
leur aspect partagé renforce leur représentativité. De plus, la prise en compte
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de plus de données tend à réduire le bruit et de renforcer la robustesse du
système.

Extraction de sémantique. Ensuite, les représentations extraites sont composées
d’indicateurs qui sont représentatifs des caractéristiques des données, poten-
tiellement sur plusieurs tâches. En ce sens, elles constituent une sémantique
latente. Rendre ces caractéristiques à la fois moins redondantes et plus inter-
prétables est un enjeu important que nous aborderons dans ce manuscrit.

Gain de performances. Les méthodes d’apprentissage de représentations sont plus
pertinentes que les informations des experts dans plusieurs domaines applica-
tifs (traitement du langage naturel [Mik+13], traitement d’images [WW14],
recommandation [Kor+09a], etc.). Nous allons démontrer que c’est aussi le cas
dans certaines tâches liées à l’analyse des réseaux de transports en commun.

Du côté des modèles, dans le cas non-supervisé, l’approche envisagée pour l’ap-
prentissage de représentations semi-explicites est la décomposition de matrices ou
tenseurs. Étant donné un exemple de donnée représenté par T caractéristiques, nous
voulons apprendre un ensemble de Z motifs avec Z � T . Ces motifs ou vecteurs de
représentation sont définis selon des axes partagés et chaque valeur de représenta-
tion représente l’appartenance de l’exemple à chaque axe. Selon le modèle spécifique,
différentes propriétés sont associées aux vecteurs de représentation et aux axes : le
vecteur de représentation peut être une simple affectation à une catégorie ou des
coefficients de projection (éventuellement parcimonieux) décrivant la décomposition
en motifs. Le premier cas regroupe les méthodes de partitionnement tandis que
le second regroupe les méthodes de séparation de sources ou de décomposition
matricielles. Enfin, les axes de représentation peuvent être orthogonaux entre-eux
(par exemple dans le cas de la Principal Component Analysis PCA), ou constitués de
fonctions mathématiques paramétriques (des gaussiennes dans le cas de [Bri+15]),
ou complètement libres (comme pour la Nonnegative Matrix Factorisation (NMF)).
La dernière solution est la plus générale, les modèles étant optimisés par un critère
de bonne reconstruction, ils permettent de trouver les représentations et axes qui
expliquent au mieux les données. Finalement, ce sont ces différentes contraintes
liées à l’espace et aux vecteurs de représentation appris qui distinguent les différents
modèles existants.

Dans le cas non-supervisé, qui nous a intéressé durant cette thèse, une attention
particulière doit être portée sur le phénomène de sur-apprentissage des modèles. Un
modèle d’apprentissage automatique suffisamment expressif comporte le risque de
trop coller aux données, c’est à dire de modéliser des caractéristiques qui n’existent
que dans les cas particuliers des données présentés en apprentissage. En effet, les
jeux de données sont un sous-ensemble de l’intégralité des réalisations possibles
d’un phénomène. Le sur-apprentissage consiste à apprendre des caractéristiques
discriminantes uniquement dans le sous-ensemble décrit par les données d’appren-
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tissage. Ces caractéristiques seront inutiles lorsque le modèle sera confronté à de
nouvelles réalisations du phénomène et mèneront à des erreurs. Pour faire face à ce
problème, les données originales sont souvent scindées en (1) un jeu d’apprentissage
et (2) un jeu de test. Le but du jeu de test est de simuler l’apparition de nouvelles
données, sur lesquelles le modèle n’a pas été appris. L’évaluation des performances
sur ces données de test permet de quantifier le sur-apprentissage des modèles sur les
données d’apprentissage et donc d’observer leurs comportements sur de nouvelles
observations. Globalement, plus le nombre de paramètres appris d’un modèle est
important, plus le sur-apprentissage a tendance à apparaître.

1.4 Contributions

Publication Thème Chapitre
[Pou+16] Deuxième auteur, modélisation des utilisateurs 4
[Ton+16] Modélisation des utilisateurs 4
[Ton+18b] Modélisation des utilisateurs 4
[Ton+17] Détection d’anomalies 5
[Ton+18a] Détection d’anomalies - Long 5

Tab. 1.1: Liste des contributions publiées durant cette thèse

Cette thèse est réalisée au sein d’une équipe d’apprentissage automatique et nous
désirons aborder des problématiques spécifiques au domaine du transport et au trai-
tement de la mobilité en développant des algorithmes d’apprentissage automatique
innovants.

Nous nous sommes particulièrement intéressés aux méthodes d’apprentissage de
représentations dans ce contexte. Puisque le transport est un domaine à forte de-
mande interprétative, nous focaliserons nos recherches sur des représentations
semi-explicites, c’est à dire interprétables par un expert afin que chaque décision
puisse être expliquée et pour éviter le coté boite noire des systèmes automatiques.
Toutes nos contributions (voir tableau 1.1) présentent donc de nouveaux algorithmes
d’apprentissage de représentations et des cas d’usage de ceux-ci sur des données
réelles.

Idée générale La force de nos approches est double : (1) les modèles extraient
de l’information des données brutes dans le but d’obtenir (a) des représentations
compactes et informatives et (b) de meilleures performances sur des tâches de
reconstruction. (2) Les modèles orientés usagers caractérisent le système de manière
fine et pertinente pour l’analyse de ce dernier. Nous insisterons sur le design de mé-
thodes adaptées aux caractéristiques des données de mobilité. Les séries temporelles
que nous manipulons ont de fortes régularités temporelles (d’un jour à l’autre, d’une

12 Chapitre 1 Introduction



semaine à l’autre, etc.), les logs observés sont provoqués par des comportements
latents non-observés, le réseau est un système complexe dans lequel les stations sont
inter-dépendantes. Nous voulons tirer partie de chacune de ces caractéristiques et
proposer des modèles pertinents (au sens de la tâche abordée) et sémantiquement
riches.

Modélisation des usagers La limitation des études à base d’enquêtes est princi-
palement liée à la conception des questionnaires, c’est une approche par le haut
(top-down) : l’intégralité des informations récoltées proviennent des réponses des
usagers à un ensemble de questions conçues par les chercheurs, limitant la préci-
sion et la généralisation possible des résultats et introduisant différents biais de
récoltes déjà mentionnés. La force des approches de traitement de données est
justement de partir des traces des différents usagers, donc c’est une approche par
le bas (bottom-up), pour en extraire de la sémantique. Le traitement par filtrage
collaboratif, c’est-à-dire l’utilisation de la masse d’usagers pour identifier des motifs
communs et partagés par ceux-ci, permet de réduire le bruit et nous permet de nous
intéresser à des problématiques diverses. La modélisation les usagers, c’est-à-dire
l’extraction de motifs pour comprendre les comportements, les habitudes est donc
une tâche primordiale ayant plusieurs applications industrielles directes (adaptation
des offres de transports, recommandation de trajets ou d’activités, etc.).

Modélisation des localisations Du point de vue des stations, plusieurs visions du
territoire sont envisageables. La reconstruction quantitative des matrices origines/-
destinations permet d’aborder cette problématique par la modélisation des flux. La
projection des comportements des usagers sur ces stations permet de les caractériser
selon leur fonction dans le réseau. Cette dernière nous semble particulièrement
intéressante, modélisant la station comme un agrégat de comportements individuels
et impliquant une nouvelle caractérisation du territoire. Ces modélisations sont
utilisables pour des tâches plus complexes comme la détection d’anomalies ou la pré-
diction de flux. Cette approche représente un défi scientifique lié à la robustesse des
méthodes qui doivent être mise en place. Ce type d’études serait impossible à partir
des données d’enquêtes. De plus, c’est une opportunité de modélisation haut niveau
des phénomènes observés à partir de données brutes, bruitées et parcellaires.

Détection d’anomalies Ensuite, nous utiliserons ces mêmes méthodes et des ap-
proches orientées usagers pour traiter la tâche de détection d’anomalies. Cette tâche
étant très populaire dans le domaine du transport, il s’agira d’identifier des périodes
de temps durant lesquelles une anomalie (terme qu’il faudra définir) s’est produite.
La force de notre approche pour cette tâche sera double et illustre bien le message
que nous voulons porter : la modélisation, grâce aux méthodes d’apprentissage
automatique, est plus robuste au bruit et permet d’identifier plus efficacement ces
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situations. L’utilisation d’un modèle utilisateur permet d’identifier des anomalies
plus fines que le traitement des données du point de vue du réseau.

Plan Nous présenterons, dans le chapitre 2, le travail existant dans le domaine du
transport. Nous présentons les sources de données et les méthodes mises en œuvre
pour répondre aux différentes problématiques principales du domaine. Ensuite, nous
passons en revue les méthodes d’apprentissage de représentations semi-explicites
utilisées dans le domaine de l’apprentissage automatique dans le chapitre 3. Suivra
une première contribution concernant la modélisation des usagers d’un réseau de
transports dans le chapitre 4. Dans le chapitre 5, nous traiterons la tâche de détection
d’anomalies. Enfin, le chapitre 6 conclura ce manuscrit.
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2Traitement des données de
transport pour l’analyse de la
mobilité

„L’imagination est la meilleure compagnie de
transport au monde.

— Roger Fournier
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Le transport est un domaine qui a toujours eu un rôle stratégique dans le dévelop-
pement d’une civilisation. Des routes romaines de l’antiquité aux tracés des lignes
de trains à grande vitesse, la mise en place de services de transports a toujours
été sujet à des études et controverses concernant leur tracé, leur développement et
leur optimisation. En ville, les transports publics urbains sont le principal moyen
de transport de nombreux habitants. La multiplication et le coût des services de
transports publics impliquent l’optimisation de ceux-ci. Des tracés des lignes de
transport, à la planification urbaine, en passant par l’information à l’usager, les va-
riables d’ajustement sont nombreuses et sensibles. Les réseaux de transports sont des
systèmes complexes (différentes stations avec des rôles différents, qui peuvent varier
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selon l’heure de la journée et l’utilisateur) sur lesquels se déplacent des millions
d’usagers.

Historiquement, la caractérisation et l’analyse des réseaux de transport est prin-
cipalement réalisée par questionnaires. Concrètement, des agents vont recueillir,
directement des utilisateurs, un ensemble d’informations liées à l’utilisation qu’ils
font du réseau de transport (habitudes, nombre de voyages, raisons du voyage, etc.),
ainsi que des informations personnelles (age, sexe, catégorie socio-professionnelle,
etc.). Ces informations sont ensuite regroupées et analysées pour extraire des ten-
dances générales. Elles permettent d’obtenir des caractérisations très qualitatives,
décrivant les habitudes par les usagers eux-mêmes. Ces enquêtes constituent une
valorisation très qualitative (contexte riche, informations de haut niveau) du réseau
de transport et de ses utilisateurs et beaucoup moins quantitative. On va s’intéresser
aux tendances générales, aux habitudes de mobilité, au contexte de déplacement,
plutôt qu’au nombre précis de voyageurs du point A au point B.

2.1 Transition numérique dans le domaine du
transport

Depuis la fin des années 1990, de nouveaux modes de transports (VTC, Vélib, etc.)
et de nouvelles sources de données concernant la mobilité des individus font leur
apparition. Celles-ci découlent de la numérisation grandissante de la société actuelle
et proviennent de différents acteurs (opérateurs téléphoniques, gestionnaires de
réseaux de transport, véhicules de transport de passagers, etc.). Si par nature, ces
données diffèrent de celles provenant des questionnaires, leur volume est important.
Elles représentent une observation très quantitative du réseau et des utilisateurs
(connaissance avec précision du nombre de voyageurs d’un point A au point B.).
Cependant, qualitativement, elles sont souvent très pauvres : peu d’informations
de contexte des voyages et de caractérisation des utilisateurs ne sont présentes,
entraînant un besoin de méthodes de traitement adaptées. De nombreuses études
sont menées dans le but de remplacer les enquêtes par questionnaires [Pel+11 ;
Bla+02 ; Cea+12 ; Mor+07b] avec pour objectif de déterminer si, à partir de cette
masse de données quantitatives, il est possible d’extraire une valorisation qualitative
du réseau ou des utilisateurs. En effet (1) des méthodes automatiques permettant
d’extraire des informations en temps réel sur l’utilisation du réseau de transport
représenteraient des outils de monitoring précieux pour les aménageurs et (2) le
volume de données permet potentiellement de mettre en lumière des phénomènes
globaux pertinent au niveau de la ville (impact de la fermeture d’un pont, [Tea18a]
etc.). Cependant, la mise en valeur de ces informations brutes n’est pas évidente et
des méthodes adaptées et robustes au bruit doivent être envisagées.
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Parmi les premières études sur les transports en commun, [Mor+07a], un article
d’une équipe de recherche spécialisée dans l’analyse de la mobilité, présente une
analyse des données générées par le réseau de transport public de Gatineau (Canada)
et montre que l’extraction d’indicateurs sur les performances du point de vue système
(distance parcourue par chaque véhicule, temps de parcours, vitesse commerciale,
etc.) et du point de vue utilisateur (distance parcourue par chaque utilisateur,
temps de parcours des utilisateurs, distance moyenne, etc.) est possible directement
à partir des données AFC (Automated Fare Collection - données provenant des
réseaux de transports urbains). [Cea+12] présente une analyse du métro londonien
dans un contexte de détection d’anomalies (ou de congestions) et montre que
l’aspect très régulier du phénomène (le métro est congestionné aux mêmes horaires
tous les jours de la semaine) est facilement identifiable et quantifiable par des
méthodes d’exploitation de données. Ces premières études montrent la faisabilité du
remplacement des études à base de questionnaires par l’analyse de données pour
certaines problématiques.

Dans ce chapitre, nous nous intéressons à la mise en valeur des données traitants de
la mobilité à travers la problématique : peut-on remplacer le qualitatif par le quanti-
tatif, ou peut-on extraire de cette masse de données quantitative des valorisations
qualitatives pertinentes ?

2.2 Sources de données

Depuis la fin des années 1990, de nouvelles sources de données ont vu le jour.
Motivées par le succès de projets comme Facebook, de nombreuses entreprises
ont vus la monétisation des données personnelles comme une nouvelle source
de revenus. Dans le domaine du transport, les informations récoltées contiennent
énormément d’informations personnelles potentiellement valorisables (lieux de
résidence, habitudes de consommation, horaires de travail, etc.), mais aussi critiques
du point de vue des libertés individuelles. Par exemple, l’apparition de services
de location de véhicule personnels électriques (vélo, trottinettes, etc.) induit une
nouvelle expérience de la mobilité en ville. Ce sont autant de nouvelles sources
de données nécessitant l’introduction de nouveaux outils dans le but, au final,
de résoudre d’anciennes problématiques (comprendre la mobilité, l’utilisation du
territoire) d’une nouvelle manière.

Ces données sont souvent capturées indépendamment les unes des autres. Par
exemple, l’industrie du taxi a été poussée à localiser ses véhicules pour optimiser ses
services et la distribution de ses flottes. Dans ce sens, des systèmes de localisation
GPS sont installés dans les voitures et leurs positions en temps réel sont récoltées.
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Parallèlement, les gestionnaires des réseaux de transport en commun ont voulu
faciliter l’expérience de leurs usagers en introduisant des cartes d’abonnement
électroniques à la place des tickets cartonnés. Ces cartes génèrent un nouveau flux
relatant la mobilité des individus en ville. Cette masse de données requiert la mise en
place de nouvelles méthodes de traitement, menant à l’essor actuel de ce domaine de
recherche. Au final, nous observons ici un cercle vertueux : l’apparition de nouveaux
besoins entraîne la nécessité de nouvelles solutions techniques. De ces nouvelles
solutions techniques, émerge de nouvelles possibilités, de nouvelles idées. Enfin, ces
nouvelles idées créent un nouveau besoin, etc.

2.2.1 Données d’enquêtes

Les données d’enquêtes constituaient, jusque récemment, la source privilégiée des
études sur la mobilité des individus et des populations. C’est une source déclara-
tive ; chaque individu renseigne ses informations personnelles (age, sexe, catégorie
socio-professionnelle, etc.), des informations sur son ménage (taille, liens, etc) et
des informations sur son comportement (habitudes de déplacement, destinations,
fréquences, attentes, etc.). Ces données bénéficient de l’expertise des équipes en
place, qui sont capables de les récolter, les analyser et les présenter aux décideurs
politiques. Ces données d’enquêtes mènent notamment à la construction de matrices
origines/destinations décrivant les flux de population sur un territoire.

En plus, ces enquêtes permettent d’obtenir des informations qualitatives précises,
puisqu’elles permettent d’associer aux voyages effectués, beaucoup d’informations
de contexte (raison, destination, voyageurs, etc.). Ces enquêtes sont menées régu-
lièrement par différents organismes privés (exploitants d’autoroutes, SNCF, etc) et
publics (agglomérations, régions, territoires, etc.) dans le but de mieux comprendre
les flux et l’utilisation des réseaux. Aujourd’hui, de nombreuses études sont menées
par questionnaires. En France, deux grandes enquêtes sont réalisées sur l’ensemble
du territoire : l’enquête nationale transport et déplacements (ENT) et l’enquête
ménage-déplacement [Ré13]. Elles ont pour but d’étudier les pratiques de la mo-
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bilité à grande échelle et permettent de suivre l’évolution des comportements de
déplacements des ménages français. [NP+18] présente une analyse du report modal
des transports en commun vers la voiture sur le territoire de Melbourne (Australie)
lors d’une grève des conducteurs de train, de bus et de tramways. 648 résidents
de la région de Melbourne ont répondu à un questionnaire en ligne et les auteurs
montrent que le report modal le plus important est celui du train vers l’automobile
(43%), suivi par le bus (34%) et le tramway (17%). Cette étude permet de quantifier
la congestion suplémentaire sur le réseau routier directement lié à la grève des
conducteurs de transports en commun.

Même si ces enquêtes possèdent certains avantages (connaissance du contexte de
chaque déplacement, beaucoup d’informations sur le profil de chaque usager, etc.),
elles ne permettent pas un suivi de l’usager sur de longues périodes de temps,
sont chères et longues à mettre en place et sont critiquées sur le biais introduit
par les usagers eux-mêmes (surestimation des temps de trajet, sous estimation du
nombre de trajets, bonne description du comportement, etc. - [Pha16 ; Zha+15 ;
Kac+18]), sur le panel d’utilisateurs choisi, le maillage du territoire ou sur la sur-
représentativité des usagers prenant les transports en milieu de journée, etc. De plus,
en excluant les enquêtes nationales, elles se concentrent souvent sur un territoire
ou un mode de transport précis. Enfin, le croisement des différentes enquêtes est
souvent problématique.

2.2.2 Données GPS

Les données GPS (Global Positioning System) sont une des sources les plus utilisées
dans le traitement de la mobilité. Elles peuvent être multi-modales (suivre l’individu)
ou mono-modales (suivre un véhicule). De manière classique, les données multi-
modales proviennent d’un GPS que l’usager transporte avec lui (son téléphone ou un
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appareil spécifique), tandis que les traces mono-modales proviennent d’un véhicule
particulier (taxi, véhicule partagé, flottes de véhicules, etc).

Concernant les traces GPS mono-modales, Uber publie aujourd’hui ses données
anonymisées dans plusieurs grandes villes (Uber Movement) et les utilise au travers
de diverses études. [Tea18a] a exploité ces données pour analyser l’impact de la
fermeture du Tower-Bridge de Londres (UK, Oct-Dec 2016) sur les temps de parcours
des véhicules. Il montre que l’augmentation du temps de parcours est variable selon
les zones (pour certains axes à l’ouest du pont, les temps de parcours sont plus
courts, tandis qu’a l’est, ils sont plus longs ; que ces différences sont indépendantes
du moment de la journée et que la fermeture de ce pont à des répercussions sur
l’ensemble du réseau de transport routier de Londres). [Tea18b] étudie l’impact de
la fermeture du métro de Washington DC (USA) sur le trafic routier en mars 2016. Il
montre une augmentation moyenne de 10-30% des temps de trajet sur l’ensemble
du territoire et des augmentations de plus de 50% dans le centre-ville. Concernant
des tâches plus classiques, [DM17] présente une méthodologie pour détecter des
congestions du réseau routier de la ville de Pise (Italie) à partir des traces GPS des
conducteurs.

Les données GPS multi-modales sont plus difficiles à obtenir. Le problème de conti-
nuité entre les modes est délicat lorsque les données sont récoltées par différents
acteurs. Il faut alors suivre l’usager via des applications dédiées à la localisation, ce
qui pose des problèmes d’échelle d’analyse et/ou de respect de la vie privée. Les
principaux acteurs industriels possédant massivement ces données (principalement
Google et Apple) ne tiennent pas à les publier librement (problèmes d’anonymisa-
tion, valorisation interne, etc.). Cependant, les applications sont variées et Google
peut déjà inférer votre lieu d’habitation et de travail (visibles dans Google Maps).
N’ayant pas accès à ces grandes bases de données, [Shi+15] propose d’utiliser une
application qu’ils ont développée pour détecter les modes de transport. [He+14]
crée des groupes d’utilisateurs ayant des destinations similaires pour développer des
systèmes de partage de véhicules.

Ces données ont l’avantage de couvrir de longues périodes de temps et d’être très
précises spatialement et temporellement (échantillonnage temporel classique de
l’ordre de la minute, précision spatiale entre 3 et 50 mètres). Cependant, elles ne
sont pas les plus pertinentes pour l’étude des transports en commun dont la plupart
des itinéraires et des horaires sont figés, elles nécessiteraient des pré-traitements
pour associer une position GPS à un point discret du réseau [DM17], extraire les
origines et destinations des voyages [Zha+12]. Dans le cas de traces multi-modales,
la difficulté de segmentation modale les rend plus à même de décrire la mobilité
générale des habitants d’un territoire, plutôt que de décrire l’utilisation d’un mode
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de transport précis. Enfin, le système GPS n’est pas opérationnel dans les tunnels du
métro.

2.2.3 Données opérateurs téléphoniques (GSM)

Les opérateurs téléphoniques, dans le cadre de leurs services, possèdent des données
de localisation GSM (Global System for Mobile communications). En effet, l’adoption
par le grand public des téléphones portables permet aux opérateurs de les suivre
durant leurs déplacements. Par exemple, le Flux vision d’Orange Buisness Service
propose aux acteurs publics et privés d’acheter des informations relatives à la
fréquentation d’évènements ou les flux entre localités à diverses granularité (du
stade de football au territoire) [Dur15]. Ces données sont collectées grâces aux
antennes téléphoniques réparties sur le territoire. Dès qu’il est allumé, le téléphone
communique régulièrement avec les antennes de l’opérateur mobile. Le système
enregistre l’antenne utilisée par le téléphone et nous obtenons pour chaque téléphone,
des trajectoires d’antennes utilisées. La force de cette approche est la facilité de
mise en place de nouvelles antennes. Un nombre important de celles-ci est déjà
présent sur le territoire et Orange propose à ses clients d’en ajouter pour augmenter
la précision dans une zone donnée (par exemple un centre commercial).

Les localisations enregistrées ne sont généralement pas très précises (entre 20 mètres
et 20 kilomètres selon la densité des antennes-relais) puisque la position stockée
est celle de l’antenne la plus proche et non celle de la position exacte de l’usager.
De nombreux travaux ont été menés pour extraire des trajectoires individualisées
et affinées. [Cal+14] présente un état de l’art concernant la détection d’arrêts,
l’estimation d’une position précise, l’estimation de lieux de résidence et de travail,
etc. Dans une approche plus classique, [Jia+17] utilise des données GSM pour
extraire des motifs de mobilité au niveau utilisateur dans la ville de Singapour. Une
chaine de traitements basée sur des heuristiques est mise en place (extraction de
lieux de passage, détection de lieux de résidence, filtrages) pour trouver des motifs
sémantiques de mobilité (par exemple : Maison vers Travail, Travail vers Commerces,
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etc.). Dans un but similaire, [Wid+15] présente une méthode Markovienne pour
extraire ces mêmes motifs.

Comparativement aux données GPS, les données des opérateurs téléphoniques sont
intrinsèquement multi-modales (puisqu’elles suivent l’utilisateur à travers son télé-
phone) mais moins précises spatialement et temporellement (manque de complétude
des données due à la perte du signal - extinction du téléphone, etc.). Finalement
et tout comme les données GPS, ce sont des données très sensibles du point de
vue des libertés individuelles puisque nous suivons précisément la localisation d’un
utilisateur au court du temps. Cet aspect critique rend ces données difficiles d’accès
(agrégation forte pour anonymisation, accès payant, etc). Dans notre cas d’étude
portant sur la mobilité dans les transports en commun urbains, cette source de
données n’est pas la plus adaptée, pour les mêmes raisons que les données GPS : la
description de la mobilité est réalisée sur le territoire complet, rendant difficile la
segmentation de chaque mode particulier. De plus, une grande partie des usagers des
transports en commun se déplacent dans des tunnels dans lesquels le positionnement
GPS et GSM n’est pas disponible.

2.2.4 Données billettiques

Les données billettiques (ou AFC de l’acronyme anglais "Automatic Fare Collection")
proviennent directement des exploitants de transports en commun. Participant à
la numérisation de la vie urbaine, des cartes à puce dotées d’un identifiant unique
(cartes RFID) ont remplacées les tickets cartonnés pour entrer dans les réseaux de
transport urbains. Dans de nombreuses villes, à chaque entrée dans le réseau (et par-
fois à la sortie comme à Londres) l’usager passe sa carte sur une borne de validation
(dans les stations de métro ou directement dans le bus ou le tramway). La borne
vérifie la validité du badge et s’il est valide, ouvre la porte et stocke cette transaction
[Bly98]. Ces données sont constituées d’un ensemble de ces passages (appelées
traces de mobilité ou logs), chaque passage étant représenté par l’identifiant de
l’utilisateur, l’identifiant de la localisation et le moment de la validation.
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Ces données, outre l’aspect parcellaire et le bruit, posent la question de la repré-
sentativité des usagers observés. Dans certaines villes (comme à Paris ou Londres)
les possesseurs des cartes de transport sont des usagers réguliers. Pour les trajets
occasionnels, beaucoup d’usagers utilisent encore des tickets pour accéder au ré-
seau. Dans ce cas, l’utilisateur est invisible dans les données billettiques. Pourtant,
dans beaucoup de grandes villes, les touristes et les visiteurs occasionnels sont une
part importante du flux global. Selon le Syndicat des Transports en Ile-de-France
(Mobilité IDF - ex STIF), les tickets représentent 25% du trafic [Le 08], ce chiffre
varie d’une ville à l’autre et est estimé à 15% sur le système de transport de Londres
(UK) [Man+18]. Cependant, ce phénomène tend à disparaître puisque plusieurs
villes (Lisbonne, Paris en 2019, etc.) ont adopté les cartes RFID ou le passage avec
smartphone (possédant lui même une puce RFID) pour l’ensemble des voyageurs.
C’est donc une situation transitoire qu’il faut prendre en compte en fonction des
pratiques de l’agglomération dont proviennent les données traitées.

En un sens, elles se rapprochent des données des opérateurs téléphoniques puisque
chaque utilisateur n’est visible que par une borne et ne peut donc pas être suivi
précisément (peu d’informations sur son trajet à l’intérieur du réseau, destination
régulièrement inconnue). Enfin, du bruit est introduit par des erreurs de lecture des
bornes ou des défauts de stockage (aucun log capté, aucun log enregistré, problème
de date ou de localisation du log). L’organisme public gérant les transports en
Ile-de-France estime la part de bruit sur ces données brutes à 30%.

De nombreuses études ont étés conduites sur ces données. Reprenant des probléma-
tiques centrales dans le traitement de la mobilité. [Cea+12] présente une méthode
de détection d’anomalies et d’évitement de congestions sur le métro londonien
(UK), [Mor+07b] propose une modélisation du réseau de Gatineau (Québec) pour
analyse directe, [FG18] présente une étude sur l’effet de l’ouverture d’une nouvelle
ligne de métro (ligne 4, ouverte le 18 janvier 2017) sur la ville de Nanjing (Chine).
Nous présentons dans [Pou+16] une modélisation niveau utilisateur du système et
[Foe+13] se concentre sur la prédiction de trafic.

Nos travaux se basent principalement sur ces données billétiques, se focalisant
uniquement sur les déplacements en transport en commun. Nous bénéficions d’une
description individuelle de chaque usager très précise temporellement (discrétisation
temporelle de l’ordre de la minute) et spatialement (lieu exact de passage) mais avec
un suivi très parcellaire (observation des usagers uniquement à l’entrée du réseau).
Les usagers sont identifiés par des nombres aléatoires et l’anonymat est garanti par
la ré-initialisation du système tous les trois mois. La description du territoire est
précise puisque des stations sont disséminées régulièrement et le volume global de
données générées est très important (sur la région Ile-de-France, plus de 8 millions
de validations par jour).
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2.2.5 Autres sources de données

Ayant présenté les principaux types de données disponibles, on s’intéresse maintenant
aux croisements possibles entre ces différentes sources ainsi qu’aux nouvelles sources
émergentes. En effet, puisque les données d’enquêtes sont historiquement les mieux
comprises, elles peuvent être utilisées soit en complément des données réelles
(fusion), soit pour valider les résultats obtenus sur les données réelles (évaluation)
[Kac+18]. [Iqb+14] présente une reconstruction de matrices Origine-Destination
(OD) à partir d’enquêtes et de données GSM. [Len+14] propose de comparer les
données des opérateurs téléphoniques avec celles des enquêtes et celles des réseaux
sociaux. À travers l’étude de la distribution spatiale de la population, l’évolution
temporelle de la densité de population et les habitudes de mobilité sur les zones
de Madrid et Barcelone (Espagne), ils montrent que les résultats obtenus grâce à
chaque source sont comparables et interchangeables. Ces sources peuvent aussi être
utilisées pour évaluer les approches sur des données réelles. Dans ce sens, [Wid+15 ;
Jia+17] utilise des données d’enquêtes pour valider les approches proposées sur
des données GSM. Dans tous les cas, du fait de l’aspect parcellaire des sources de
données réelles, les enquêtes sont utilisées pour mettre à l’échelle (ou dé-biaiser) les
résultats.

L’étude de la mobilité des individus sur un territoire peut aussi être abordée à travers
des sources indirectes. Dans cette catégorie, nous retrouvons notamment les données
bancaires. En effet, il est possible de suivre les déplacements des individus à partir
des achats qu’ils effectuent. Ces données sont ensuite utilisées pour construire des
trajectoires individuelles. Dans ce cadre, [Lou+17] présente une étude visant à
renforcer l’égalité de répartition des flux d’argent dans une ville. Dans le but de
limiter ces inégalités, il montre que de petits changements de comportement d’une
faible partie de la population (5%) permettraient d’atteindre cet objectif.

Finalement, de nouvelles sources de données de mobilité voient le jour avec la
démocratisation d’internet : les réseaux sociaux (Facebook Places, Foursquare, Flikr,
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etc.), les sites de notation de restaurant, hôtels, etc. En effet, les individus ont pris
pour habitude de partager et commenter leurs localisations et activités. [AA+18]
présente un protocole de visualisation de situations anormales à partir de données
provenant du métro de Tokyo (Japon). Des données de réseaux sociaux sont utilisées
pour identifier des périodes d’anormalité et les auteurs proposent ensuite une visua-
lisation de l’état du réseau pour caractériser cette anomalie. [Rok+15] présente une
méthode de reconstruction de matrices origines/destinations à partir de données
téléphoniques et du réseau social Foursquare (réseau social orienté localisations).
[Lv+17] présente un état de l’art des méthodes de traitement des données provenant
des réseaux sociaux. Bien que l’étape de filtrage soit particulièrement importante,
les résultats obtenus sont encourageants et l’intégration ce type de données dans
des systèmes de prédiction de trafic ont permis d’améliorer les performances de
ces systèmes. De plus, dans le contexte du traitement des données de transport,
pour lesquelles l’évaluation des modèles est problématique, l’intégration de ces don-
nées indirectes pour l’évaluation des modèles constitue une avancé méthodologique
bienvenue.

Dans une ère de plus en plus numérique, des données décrivant l’humeur, les pensés
et dans le cas qui nous intéresse, les voyages de millions d’individus sont de plus
en plus faciles d’accès. Cette masse de données implique l’utilisation de méthodes
robustes au bruit et capables de passer à l’échelle. Après avoir étudier les qualités de
chaque source indépendante, l’heure est aujourd’hui à la fusion de ces différentes
sources de données. Cependant, dans un soucis de respect des libertés individuelles,
l’anonymisation effectuée est limitante pour l’évaluation des méthodes proposées
(suivi des usagers sur une période de temps relativement courte - 3 mois en en
Île-de-France - peu d’informations de contexte sur ceux-ci).

2.3 Tâches principales

Nous nous intéressons ici aux principales tâches envisagées dans le traitement de
données de mobilité. Quelle que soit la source considérée, les données de mobilité
produisent principalement trois ensembles :

Les caractéristiques des usagers : pour chaque personne ou véhicule, des attri-
buts peuvent être disponibles (nom, age, profession, etc.). Cependant, dû à leur
aspect critique pour les libertés individuelles, elles sont souvent anonymisées
ou manquantes.

Les caractéristiques du réseau : pour chaque entité (station, lieu, etc.), nous
avons des caractéristiques (lieu, position, nom, situation, etc.). Ces données
sont généralement publiques et faciles d’accès.
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Les traces de mobilités : qui représentent les mouvements des usagers.

Les traces de mobilité sont classiquement de la forme de 2.1.

(usager, position, temps) (2.1)

Avec usager l’identifiant d’un usager (dans le cas des données billétiques ou bancaire)
ou d’un appareil de capture (dans le cas d’un capteur GPS), position le lieu où a été
observé l’usager et temps le moment où l’usager a été observé à la position. Cette
position peut être un lieu précis (une station dans le cas des données billétiques, une
antenne pour les données GSM) ou une position continue (dans les cas des données
GPS).

Les objets d’étude classiques en traitement de la mobilité sont soit l’usager, soit le
réseau, soit un sous-groupe de ceux-ci. Une première agrégation, sur le système
ou sur l’usager, est souvent effectuée pour limiter le bruit dans les données. Ces
deux agrégations sont assez différentes. Le nombre d’usagers étant souvent bien
supérieur au nombre de localisations, l’agrégation sur le système donne des séries
temporelles moins parcimonieuses. Classiquement, à une station de métro, des
utilisateurs passent toute la journée. A contrario, en agrégeant sur l’usager, l’activité
est plus épisodique (un utilisateur a peu de voyages par jour.).

Nous verrons dans les prochaines parties des modélisations possibles des usagers et
des stations, comment ces données peuvent être utilisées pour détecter des anomalies
sur le réseau, comment prédire des flux d’un point de vue réseau, et comment prédire
un déplacement d’un usager.

2.3.1 Modélisation des localisations

La modélisation des localisations et à fortiori du territoire, est une des premières
tâches abordées. Les valorisations sont variées et nombreuses, allant de la caté-
gorisation de chaque localisation selon le type d’usagers, à l’étude de l’impact de
l’ouverture de nouveaux commerces, en passant par la détection de congestions. Ces
valorisations sont utiles à la compréhension des flux de populations et des territoires
dans leur ensemble.
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Traitement par indicateurs

L’extraction d’indicateurs sur les localisations permet d’obtenir une bonne vision
générale. Ce type d’approche est aussi utilisé pour extraire des informations séman-
tiques pertinentes pour les problématiques ciblées. Par exemple, [FG18] propose
d’extraire notamment des distributions spatiales du flux de passagers, des temps de
trajets entre les différentes stations du réseau, ainsi que la variabilité du temps de
trajet pour quantifier l’impact de l’ouverture d’une nouvelle ligne de métro dans la
ville de Nanjing (Chine).

Ces indicateurs sont donc de bons descripteurs dans le cas d’une tâche bien identifiée
mais sont limités par la faible généralisation de la modélisation qu’ils proposent. Ils
sont très pertinents pour traiter la tâche pour laquelle ils ont été conçus, mais sont
inefficaces dans le cas d’une tâche nouvelle.

Matrices Origines / Destination (OD)

Une vision classique des flux dans un territoire est modélisable par des matrices
origines / destinations. Une matrice carrée est construite dans laquelle sont contenus
le nombre de transitions entre chaque localisation du territoire étudié. Formellement,
soit X ∈ RS,S avec S le nombre de localisations considéré, Xs1,s2 contient le nombre
de passages entre la localisation s1 et la localisation s2. Une ligne de cette matrice
Xs1,. ∈ RS contient l’ensemble des flux sortants de la localisation s1 et une colonne
X.,s2 ∈ RS contient l’ensemble des flux entrants pour la localisation s2.

Si l’ensemble des flux est connu, la construction d’une matrice origines / destinations
est faite par simple comptage. Cependant, dans un cas d’applications réelles, les flux
doivent être estimés à partir des données connues et partielles [Rob75 ; ZW80 ; FC95].
Plus récemment, la recherche autour de ces matrices s’intéresse à modéliser leur
dynamique, c’est à dire de prendre en compte l’évolution temporelle d’une matrice
origines / destinations. Raffinant la granularité temporelle de la modélisation, nous
cherchons à construire des matrices origines / destinations décrivant les flux dans
une période de temps réduite et ainsi, décrire la période initiales par plusieurs
matrices chacune étant focalisée sur une période temporelle courte. La comparaison
des différentes matrices obtenues, décrivant différentes périodes du même territoire,
permet de modéliser les flux ainsi que leurs dynamiques sur le territoire étudié
[MM+16; Tym+18 ; Mas+18].
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Traitement en séries-temporelles

Les attributs ou indicateurs retenus pour représenter une localisation peuvent aussi
être des séries temporelles représentant l’évolution temporelle du nombre d’usagers
présents (la fréquentation). Dans ce cas, les attributs représentants chaque station
deviennent la variation de sa fréquentation au court du temps. Dans [Cea+12], les
auteurs présentent une analyse spatio-temporelle du métro de Londres (Angleterre).
Chaque station est représentée par l’évolution normalisée (afin de rendre les stations
énergiquement comparables entre elles) de la fréquentation. Un algorithme de parti-
tionnement est ensuite mis en œuvre pour extraire des stations semblables. Dans le
même esprit, [Mah+17] représente les stations de vélos partagés de l’agglomération
rennaise comme des séries discrétisées à l’heure (chaque valeur est le nombre de
locations de vélos sur une heure pour la station) pour un jour de semaine et un
jour de week-end. Les auteurs utilisent un algorithme de partitionnement pour
extraire des profils types d’utilisation des stations et ainsi caractériser des points de
l’espace.

Ces séries sont souvent temporellement discrétisées assez fortement (de l’ordre de la
demi-heure à une heure [Mah+17]), permettant de traiter rapidement de grandes
masses de données et de réduire le bruit présent mais représentant une limite quand
à l’expressivité de chaque représentation. En effet, plus la discrétisation est forte,
plus l’information est lissée et moins la valorisation qui en est extraite sera précise.

Concernant les stations, la représentation en séries temporelles et les matrices
origines / destinations sont les plus utilisés. La première se focalise sur les variations
temporelles de fréquentation tandis que la seconde s’intéresse aux flux de mobilité.
Intrinsèquement, la première concerne plutôt la modélisation de l’espace à travers
des aspects temporels tandis que la seconde tend à caractériser cet espace à partir
des mouvements que l’on peut y observer. Cependant, cette distinction s’amenuise
lorsque l’on considère des matrices OD dynamiques qui modélisent les flux ainsi que
leurs variations temporelles permettant une synthèse entre ces deux aspects.

2.3.2 Modélisation des usagers

Parallèlement à la modélisation des stations, un autre aspect du problème peut être
étudié : la modélisation des usagers. Un premier but est de comprendre et d’analyser
leurs mouvements et leurs habitudes. Elle permet également de raffiner les offres
de transports, d’étudier les effets potentiels d’une modification de la tarification,
d’améliorer la pertinence des informations affichées en gare ou de recommander de
nouveaux trajets aux usagers.
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Cette tâche, bien que complémentaire de la modélisation des localisations, est assez
différente du fait de la nature des données traitées. En effet, le nombre de logs par
utilisateur étant très inférieur au nombre de logs par localisation, les données sont
beaucoup plus parcimonieuses et le bruit plus difficile à gérer. De plus, les logs d’un
utilisateur sont représentés dans le temps et correspondent à un signal de type Dirac,
c’est-à-dire qu’il prend comme valeur ponctuellement 1 et 0 partout ailleurs. Du
fait de la difficulté liées aux données, le nombre d’études orientées-usagers est très
inférieur à celles orientées-réseau.

Traitement par indicateurs

Une première approche pour traiter ces données est l’extraction d’indicateurs.
[Nit+14] propose d’extraire 77 indicateurs métiers de donnée GPS brutes pour
représenter l’activité de l’utilisateur au court du temps (vitesse, accélération, change-
ment de directions, etc.). Ces informations sont ensuite utilisées pour classifier le
mode de déplacement de cet utilisateur (marche, course, vélo, voiture, etc.). [BW05]
extrait, pour chaque utilisateur, divers attributs comme le nombre de voyages ou le
nombre de transferts (passage d’un mode de transport à un autre) par jour.

La limite de cette approche est que les attributs extraits sont spécifiques à une tâche
donnée. Par exemple, si l’approche de [Nit+14] lui permet de classifier le mode
de déplacement de l’utilisateur, ces attributs ne seront pas forcément adaptés pour
d’autres tâches (partitionnement, détection de lieux de travail, résidence, etc.). Ce
type d’approches est souvent utilisé pour l’analyse directe du comportement des
usagers.

Traitement en séries-temporelles

Comme pour la modélisation des localisations, l’activité des usagers peut être mo-
délisée par des séries temporelles. Ces séries sont parcimonieuses (peu de valeurs
non-nulles) et bruitées comme nous l’avons montré précédemment. Deux approches
sont possibles : dé-bruiter ces séries (par discrétisation large, simplification ou
lissage) ou utiliser des algorithmes résistants au bruit.

Dans la littérature, la discrétisation des séries temporelles de transport est souvent
faite à l’heure (une valeur correspond à l’activité sur une heure entière, [Mor+07b ;
Bri+15 ; CA17 ; Mah+17]). Ce qui correspond à une discrétisation assez forte, ren-
dant l’analyse des faibles variations de comportement impossible et introduisant
potentiellement des effets de bords indésirables mais permettant de réduire for-
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tement le bruit et la dimensionnalité et ainsi, de proposer une analyse robuste.
Après avoir discrétisé le temps, il est possible de simplifier la modélisation : dans
[Mor+07b ; CA17 ; Bri+15 ; EM+14] les usagers sont représentés par leur activité
moyenne chaque jour et chaque heure quelle que soit la station. Le réseau est donc
simplifié en ne considérant qu’une seule station et les auteurs s’intéressent à la
caractérisation temporelle de l’activité des usagers. Encore une fois, le niveau de
bruit impose une agrégation forte qui nuit à la finesse d’analyse.

Le grand nombre d’usagers peut être exploité pour extraire des comportements
partagés, c’est-à-dire, des comportements qui seront réalisés par un grand nombre
d’entre eux. Cette approche dite de filtrage collaboratif permet de réduire le bruit
par agrégation locale. L’idée est de réduire le bruit tout en préservant les comporte-
ments individuels. [Bri+15] présente un algorithme de partitionnement regroupant
les usagers similaires et modélise chaque catégorie par trois gaussiennes. [CA17]
utilise un algorithme de type factorisation matricielle non-négative (factorisation de
matrices) pour extraire des motifs partagés. Enfin, [EM+14] présente un algorithme
de partitionnement par une mixture de modèles génératifs.

La principale tâche abordée du point de vue usager est l’extraction de motifs. Le but
est de comprendre l’activité d’un usager en le modélisant comme un ensemble de
comportements partagés (les motifs) définis dans le temps. Grâce à d’autres sources
de données plus descriptives, il est aussi possible de prédire la prochaine position de
l’usager. Dans [PPC13], des données provenant d’un réseau social orienté-localisation
(location-based social network) sont utilisées pour extraire des motifs de mobilité
et, ensuite, pour prédire le prochain point de passage. Ces données sont très utiles
puisque les localisations ne sont pas physiques, mais sémantiques (par exemple :
‘au bureau’ ou ‘au cinéma’), ce qui permet de regrouper naturellement les lieux aux
rôles similaires et de réduire le nombre de localisations existantes.

Durant cette thèse, nous proposons une modélisation des usagers d’un réseau de
transport urbain. Nous utilisons des approches basées sur l’apprentissage de repré-
sentations, proche des modèles présentés dans [Bri+15 ; CA17 ; EM+14]. Nous
voulons gérer le bruit dans le modèle en faisant l’hypothèse qu’il existe des comporte-
ments partagés qu’il faut identifier. L’approche sera orientée-donnée, nous ne ferons
aucun a priori sur la forme des comportement à extraire (contrairement à [Bri+15 ;
EM+14]). Nous travaillerons particulièrement à adapter ces comportements aux
variations individuelles de chaque usager afin d’extraire la plus fine modélisation
possible (contrairement à [CA17]). Cette problématique sera traitée dans le chapitre
4.
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2.3.3 Prédiction

La prédiction est une problématique classique dans le traitement de données. Étant
donné un historique, nous voulons prédire la prochaine observation. Cette prochaine
observation peut être quantitative (combien d’usagers à la stationA dans 10 minutes -
[Toq+17]) ou qualitative (quand et où l’utilisateur B va-t-il être observé - [Cut+18]).
Il s’agit d’une problématique de prédiction de séries temporelles. Un grand nombre
d’études traitent de ce sujet dans le domaine du transport, mais aussi dans d’autres
domaines (prédiction météo, etc.). À l’échelle de l’individu, la problématique est
plus spécifique aux données de mobilité et présente plusieurs verrous scientifiques
liés à la forme parcimonieuse et à l’anonymisation des données.

Prédiction de flux

La prédiction de séries temporelles est un sujet d’étude très dynamique au regard
de l’importance de cette tâche dans un grand nombre de domaines. Jusqu’au début
des années 2000, deux types d’approches étaient principalement utilisés pour cette
tâche : ARMA et les modèles à état spatiaux. Aujourd’hui, les gains de performances
obtenus par les approches de type réseaux de neurones récurrents en font les modèles
de référence pour la prédiction de séries temporelles mono ou multi variées et donc
pour la prédiction de flux.

Le modèle AutoRegressive Moving Average (ARMA) a été introduit par Peter Whittle
durant sa thèse [Whi51]. C’est un modèle de prédiction de séries temporelles faisant
l’hypothèse que la prochaine observation (le futur) est une combinaison linéaire
des observations passés (partie auto-régressive AR) et une combinaison linéaire de
l’erreur de prédiction entre les valeurs passés prédites et les valeurs passés observés
(partie Moving Average MA). Il a fait l’objet de nombreuses extensions (ARIMA,
ARMAX, etc). [Ham+95] utilise ce type d’approche pour prédire le flux de trafic
routier et [Wil+98] prédit le trafic de deux routes de la banlieue de Washington
DC (USA). Plus récemment, ces modèles sont utilisés pour prédire les flux de
déplacements des vélos partagés de la ville de Barcelone (Espagne) [Kal+10].

Les modèles à état spatiaux constituent une sous-famille des approches markoviennes
utilisés pour la prédiction de séries temporelles multi-variées. Contrairement aux
approches ARMA, il ne requièrent pas la stationnarité des phénomènes observés.
Ils sont composés d’une équation linéaire d’état, utilisé pour représenter l’état du
système à un temps donné ainsi que d’une équation linéaire d’observation, utilisé
pour prédire les valeurs futurs du système à partir de l’état du système. Aussi appelées
modèles de filtres de Kalman [Kal60], ces approches ont étés mise en œuvre sur
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des données de transport. Généralement, le terme "modèles à états spatiaux" fait
référence au modèle en lui même, tandis que filtre de Kalman se réfère à la méthode
d’estimation de l’état caché du modèle. [OS84] présente un modèle dynamique
basé sur des filtres de Kalman pour estimer les variations du volume de trafic d’une
route particulière de la ville de Nagoya City (Japon). [SK03] propose une approche
similaire pour l’estimation des flux sur la ville d’Athènes (Grèce).

Dernièrement, les approches de types réseaux de neurones ont suscitées de nom-
breuses études. Pour la tâche qui nous intéresse ici, les réseaux de neurones récurent
(RNN) constituent une approche naturelle. En effet, ils sont conçus pour le traitement
de séries temporelles, modélisant les relations entre les observations successives
par un état caché du réseau. La prédiction est une combinaison (possiblement non-
linéaire) entre l’observation courante et l’état caché du réseau, encodant le passé.
Ce type d’approches a montré des performances intéressantes dans de nombreux
domaines de recherche [Flu+17] et plusieurs travaux montrent l’intérêt de cette
approche pour le traitement de données de transport [Toq+17 ; Yin+02]. Plus ré-
cemment, des extensions de cette idée ont été proposés pour mieux gérer les séries
temporelles à moyen ou long terme (LSTM [HS97], GRU [Cho+14a]), car les RNN
sont limités par le phénomène de dilution de gradient dès que les séries deviennent
trop longues. [Yin+02] propose un modèle de type réseau de neurones pour la
prédiction du trafic sur une portion du réseau routier de Hong Kong. L’originalité de
cette approche est de tenir compte de la structure spatiale (les connexions entre les
routes) du réseau. Une première partie du modèle est responsable de la modélisation
des relations entre les routes et un second réseau est responsable de la prédiction de
trafic sortant de chaque route. Le trafic futur d’une route particulière étant obtenu
par somme de l’ensemble du trafic sortant des routes reliées. [Zia+18] présente
ce même type d’approche pour la prédiction du trafic de Bejing (Chine) par un
réseau permettant de modéliser les relations de dépendance entre les routes du
réseau. L’encodeur permet d’obtenir des représentations latentes dynamiques du
réseau et le décodeur prédit les observations futures à partir de ces représentations.
[Toq+17] présente une approche de prédiction de flux à court (30 minutes) et long
terme (1 an) sur le sous-réseau multi-modal de transport en commun de La Défense
(France). Les auteurs proposent plusieurs approches basées sur des modèles de
réseaux de neurones récurent (LSTM), des arbres de décisions (Random Forest) et
des modèles calendaires. Ils montrent la supériorité des deux premières approches
sur la troisième. Du point de vue du modèle, ces approches montrent qu’il existe
différentes manières de combiner des données brutes et des connaissances expertes
sur la dynamique d’un réseau.

Nous sommes, encore aujourd’hui, au début de l’exploration des possibilités offertes
par les modèles neuronaux récurrents dans un contexte de prédiction de séries
temporelles. Les architectures récurrentes commencent à prendre en compte des in-
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formations de contexte, comme la structure du réseau et les relations de dépendance
entre les différentes stations [Zia+18].

Prédiction du prochain point de passage

La prédiction du prochain point de passage est une tâche assez différente de la
prédiction de flux. En effet, l’approche est intrinsèquement orientée-usagers ; s’inté-
ressant à la création d’un modèle individuel pouvant expliquer sa mobilité. À partir
d’une séquence de localisations, nous voulons prédire la prochaine localisation ou le
prochain temps de passage (indépendamment de la station) de l’usager. Plusieurs
approches permettent de traiter cette problématique. La première que nous détaille-
rons ici est la prédiction du prochain stop (ou point de passage - Maison, travail,
courses, etc.), mais des études s’intéressent aussi à la prédiction de la prochaine zone
d’observation (en découpant le territoire avec une grille). Par rapport à la prédiction
de flux sur le réseau, c’est un problème plus difficile à traiter qui pose la question de
la prédictibilité du comportement humain [Son+10].

D’un point de vue modèle, les chaînes de Markov sont classiquement utilisées pour
cette tâche. [Lia+07] présente un modèle de Markov hiérarchique pour apprendre et
inférer les mouvements des individus sur des données GPS multi-modales (l’usager
transporte un appareil qui enregistre sa position au court du temps) représentant
son activité durant 60 jours. Le modèle est capable de représenter plusieurs ni-
veaux d’abstraction de la mobilité (de la position de l’usager au but du voyage),
ce qui permet d’obtenir une caractérisation sémantique de chaque voyage (raison,
contexte, etc.). De plus, l’approche markovienne permet de calculer à tous moment,
la probabilité d’un voyage et ce modèle peut donc être utilisé pour détecter des
anomalies au niveau individuel (changement de moyen de transport pour se rendre
au travail, etc.). Plus récemment, [Cut+18] présente une comparaison quantitative
des principales méthodes utilisées pour la prédiction du prochain point de passage
et de la prochaine case de passage.

2.3.4 Détection d’anomalies

La détection d’anomalies est un sujet très étudié en apprentissage automatique et
plus généralement, en traitement de données [Cha+09]. Tout comme le problème
de prédiction, c’est une tâche présente dans une grande variété d’applications in-
dustrielles : cyber-sécurité et détection d’intrusions [BG16], détection de fraude
[WB16], dysfonctionnement de chaînes industrielles [Mar+15] ou dans un contexte
d’analyse de trafic : la détection de congestions [Cea+12].
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En fonction du domaine applicatif, la définition d’une anomalie n’est ni unique, ni
toujours évidente. Dans certains cas comme les chaînes de montage ou la cyber-
sécurité, certaines anomalies sont clairement définies : montage anormal d’un
élément, tentative d’intrusion. Dans d’autres domaines, les anomalies sont plus
volatiles. Dans le domaine du transport par exemple, la définition la plus acceptée
d’une anomalie est un comportement qui ne correspond au modèle normal du
système [AG60]. Mais une anomalie peut aussi être une température trop importante
pour les usagers du métro, un temps d’attente trop long, une panne pour le régulateur,
etc.

Dans certaines applications, des étiquettes existent indiquant la normalité ou l’anor-
malité d’une situation. Nous sommes alors dans un cas supervisé. En présence de
ces étiquettes, la détection d’anomalies est un problème de classification classique.
La tâche consiste à identifier des motifs qui permettent de prédire l’anomalie. Les
anomalies étant souvent des évènements rares, les approches supervisées doivent
être adaptées pour faire face au déséquilibre des étiquettes (sur-représentation des
situations normales). Les modèles utilisés sont notamment les réseaux de neurones
[HA00 ; DM02], réseaux de neurones récurrents [Che+16], réseaux de neurones
convolutionnels [Zho+16], machine à vecteurs de support [MP03a ; DG02], Arbres
de décision [HA04].

D’un autre coté, dans le cas non supervisé (c’est-à-dire en l’absence d’étiquettes), la
détection d’anomalies est généralement traitée en 2 étapes : (1) modéliser l’activité
normale du système et (2) calculer une distance ou une similarité entre ce qui
est observé et le modèle normal. L’aspect critique de cette approche est la bonne
modélisation de l’activité normale du système, entrainant des questionnements sur la
complexité des modèles à envisager pour cette tâche. En effet, il a été montré que les
approches actuelles de prédiction de trafic sont capables de s’adapter aux situations
anormales [Toq+17] et de fait, limite la détection des anomalies auxquelles elles se
sont adaptées. Nous sommes donc dans un cas de sur-apprentissage inversé.

Si la normalité est un modèle statistique paramétrique, conçu par des experts du do-
maine, des tests statistiques sont directement utilisables pour détecter les anomalies
[SL05]. Quand aucune étiquette n’est disponible, des approches de partitionnement
pour identifier des comportements rares sont utilisées : mixtures de gaussiennes
[Lax+09], fenêtres de Parzen [CY02]. Dans ces deux cas, les comportements anor-
maux sont tous les comportements situés dans des zones peu denses. Dans le modèle
de partitionnement K-Means [RS14 ; PSP05 ; He+03] ce sont les clusters avec peu
d’éléments qui sont supposés contenir les comportements anormaux.

Dans le cas de séries temporelles (données séquentielles) dans un contexte non-
supervisé, le même principe est mis en œuvre : (1) inférer un modèle normal
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(2) comparer les évènements au modèle normal. Plusieurs types de modélisations
peuvent être considérés : Moyenne glissante [BM07], Régressions linéaires (ARIMA)
[Fuj+05], SVM [MP03b] ou réseaux de neurones [HM10]. Dans un deuxième
temps, plusieurs fonctions de distances peuvent être envisagées. De la plus simple :
La distance euclidienne, qui est peu résistante au bruit, à d’autres fonction plus
complexes : la Dynamic Time Wraping (DTW - [Vla+03]) ou la recherche de sous-
séquences communes [CVM08; SZ02], plus adaptés au traitement de données
bruitées.

2.3.5 Partitionnement

Le partitionnement consiste à regrouper des éléments qui partagent des caractéris-
tiques communes. Généralement, les algorithmes de partitionnement sont utilisés
pour de l’analyse ou de la visualisation [Bri+15], permettant de résumer rapidement
les différentes caractéristiques des données et extraire du sens. Tout comme les
deux taches présentées précédemment, cette famille de méthodes ne se limitent
pas aux données du transport et est utilisée dans une grande variété de domaines
[Jai+99].

Nous nous intéresserons particulièrement aux outils de partitionnement de séries
temporelles [Agh+15] pour traiter les données de mobilité. Dans ce cadre et comme
nous l’avons vu précédemment, deux approches existent : (1) proposer une modé-
lisation adaptée au problème et le traiter avec des méthodes de partitionnement
généralistes et (2) faire une modélisation généraliste et proposer un algorithme de
partitionnement adapté au problème. Le premier point nous ramène à des modé-
lisations du type extraction d’indicateurs, puisque les caractéristiques de chaque
objet doivent représenter précisément le problème à résoudre, tandis que la seconde
approche est mieux adaptée aux séries temporelles des usagers ou des stations.

Pour illustrer le premier point, [Cea+12] présente une analyse spatio-temporelle du
métro de Londres (UK). Chaque station est représentée par l’évolution normalisée
(pour rendre les stations énergiquement comparables) du nombre d’usagers présents.
Un algorithme de partitionnement hiérarchique est ensuite effectué pour extraire
des stations semblables. Chaque ensemble de stations semblables regroupera les
stations dont la fréquentation évolue de manière similaire durant la journée. Dans le
même esprit, [Mah+17] représente les stations de vélos partagés de l’agglomération
rennaise comme des séries discrétisées à l’heure (chaque valeur est le nombre de
locations sur une heure) pour un jour de semaine et un jour de week-end et utilise
aussi un algorithme de partitionnement pour extraire des profils types d’utilisation
des stations.
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Certains algorithmes de partitionnement, spécialisés pour le traitement des données
de transport sont aussi utilisés. [Bri+15] propose de modéliser la semaine type de
chaque utilisateur grâce à un modèle génératif de partitionnement temporel. Ce
modèle génératif est composé de trois gaussiennes dont les paramètres (µ et σ)
doivent être estimés. Chaque utilisateur sera ensuite associé à d’autres utilisateurs
ayant un comportement temporel similaire. De plus, chaque groupe d’utilisateurs
sera représenté par le centre de chaque partition, qui résume l’activité de ceux-
ci. Cette modélisation contient beaucoup d’a priori (modélisation gaussienne des
activités, trois activités par jour quel que soit l’utilisateur) ce qui permet de bien
représenter les usagers qui correspondent à ces hypothèses, mais limite la capacité
des approches à découvrir de nouveaux comportements. De manière générale, c’est
une des principales limites des modèles paramétriques.

Le partitionnement peut aussi être utilisé à des fins autres que l’analyse. Lorsque le
nombre de localisations est très élevé (ce qui est le cas, par exemple, pour les réseaux
de bus des grandes villes), le partitionnement permet de réduire le nombre d’objets à
considérer en regroupant les stations proches géographiquement ou sémantiquement.
Dans [Qi+18], un partitionnement basé sur la densité est mis en œuvre et permet
de regrouper les stations géographiquement proches de la région de Beijing (Chine),
permettant de passer de plus de 40000 stations à seulement 1100 régions. Dans
[Mah+17], le partitionnement est utilisé en bout de chaîne de traitements : les
stations sont regroupées sémantiquement selon l’utilisation qui en est faite. Dans les
deux cas, l’objectif est la réduction de la dimensionnalité des données considérées et
la réduction du bruit par agrégation.

2.4 Conclusion

Dans cette partie, nous avons présenté les principales sources de données de mobilité
et les sources émergentes. Nous avons détaillé les enjeux sociétaux et les principales
tâches de la littérature associées à ces données.

La diversité des sources de données et de leurs propriétés représente une opportunité
pour les recherches. Allant de la mobilité multi-modale (suivi d’un usager quel que
soit son mode de transport) à la mobilité mono-modale, du suivi de l’individu, du
véhicule aux flux de population, de la donnée pauvre en sémantique (GPS, données
billétiques, etc.) à la donnée contextualisée (cartes bancaires, etc.), cette diversité
permet une meilleure description de la mobilité. Cependant, les analyses sont pour
l’instant limitées par les difficultés de croisement entre ces différentes sources, d’accès
aux données, de respect de la vie privée ainsi que les difficultés algorithmiques pour
traiter des sources de données massives et hétérogènes.
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Ces données de mobilité sont caractérisées par un ensemble de propriétés. Elles
représentent souvent des systèmes multi-échelles. Le volume d’usagers entre les
localisations peut fortement varier, les comportements des usagers sont une compo-
sition de signaux faibles (activités peu fréquentes) et forts (activités récurrentes),
la variabilité des usagers est très forte (par exemple : comportements communs,
mais avec des moments de réalisations différents) et le bruit est très présent. La
modélisation de ce type de signaux représente un défi puisque les signaux faibles
doivent être identifiés et différenciés du bruit, des motifs communs quelles que
soient leurs fréquence doivent être extraits et adaptés à la variabilité individuelle de
chaque usager.

De nombreuses sources de données de mobilité existent. Mais les dangers liés au
respect de la vie privé limite leur analyse et leur disponibilité. De plus, même lors-
qu’elles sont disponibles, peu ou aucune information contextuelle n’est présente.
[Bri+15] possède le type de carte utilisé pour entrer dans un réseau de transport
en commun (Abonné, paiement au voyage, jeunes abonnés, etc.) constituant un
fragment d’information sur chaque usager ; dans notre cas d’étude, aucune informa-
tion n’est disponible. La performance des modèles pour la modélisation des usagers
devient donc difficile à évaluer.

Nous avons vu que deux philosophies existent concernant la modélisation de ces
données brutes. Certaines études construisent des modèles forts, sous les hypothèses
des experts du domaine. Ils permettent de faire correspondre la modélisation aux
a priori de ces experts sur les phénomènes observés. Ces approches permettent
d’extraire efficacement les phénomènes attendus, mais leur capacité à découvrir de
la nouveauté, c’est-à-dire des phénomènes inattendus, est limitée. D’un autre coté, les
approches généralistes permettent de mettre en lumière différentes caractéristiques
des données sans faire d’a priori mais rendent ainsi l’interprétation de la modélisation
moins évidente.
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3Apprentissage de représentations
semi-explicites

„Tell me and I forget. Teach me and I remember.
Involve me and I learn

— Benjamin Franklin
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L’apprentissage automatique de représentations [Ben+13] constitue une révolution
dans le domaine de l’apprentissage automatique. Précédemment, le traitement d’une
tâche impliquait deux étapes : (1) l’extraction de différents indicateurs métiers à
partir des données, dédiés à la tâche abordée ; (2) l’identification automatique des
variables significatives et la projection des données dans ce nouvel espace. Cette
seconde étape fait appel à des méthodes de réduction de dimensionnalité, chaque
élément sera représenté par un sous-ensemble de ses caractéristiques initiales. Ces
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méthodes représentent un premier pas vers un traitement automatique et nécessitent
moins de connaissances métiers qu’un système expert, mais elles sont limitées par
l’expressivité des indicateurs métiers sélectionnés. Aujourd’hui, en partant direc-
tement des données brutes, une nouvelle représentation peut être apprise. Cette
représentation peut être implicite 1 (sa signification n’est pas interprétable) ou semi-
explicite (chaque nouvelle représentation est indirectement interprétable) et se veut
plus générale que l’approche par extraction de métriques. Idéalement, différentes
tâches peuvent être traitées à partir d’une même représentation, cette représentation
n’est pas tâche-spécifique. Dans le cas de représentations semi-explicites, l’appren-
tissage de représentations peut être vu comme une tâche d’extraction de motifs
communs aux différents exemples des données. Chacun de ces exemples devient
donc une composition de motifs interprétables par des experts.

Représentations implicites, semi-explicites et explicites

Dans cette thèse, nous classons les différents modèles d’apprentissage de re-
présentations selon le type de représentations qui en résulte. Nous insisterons
sur cette distinction durant les différentes propositions, nous devons donc
clarifier au maximum leur définition.

Les représentations explicites regroupent les méthodes qui produisent
une valorisation directe des phénomènes identifiés. Chaque valeur, ou
chaque indicateur a une signification claire, directement interprétable
par un expert du domaine. Dans cette catégorie, nous trouvons les
études par questionnaires dans le domaine du transport. Qui produisent,
pour chaque station et chaque usager une description haut niveau, en
langage naturel de leurs activités et comportements. Ces représentations
sont souvent facilement interprétables, puisqu’elles décrivent directe-
ment le phénomène étudié. Cependant, elles sont limitées par leur faible
généralisation.

Les représentations implicites regroupent les méthodes qui vont ap-
prendre des Embeddings, c’est à dire des vecteurs donc chacune des
valeurs n’a pas d’interprétation possible. Ces représentations ont du sens
uniquement les unes par rapport aux autres. Un exemple bien connu de
ce type de représentations dans le domaine du traitement du langage
naturel est World2Vec [Mik+13]. Chaque mot est représenté par un
Embedding, en lui même, impossible à interpréter, mais la topologie de
l’espace obtenu, c’est à dire la distance et les transformations entre les
différents Embedding des mots présentent des régularités sémantiques.
En ce sens, ces représentations correspondent à de la sémantique ex-

1. Dans la littérature anglaise, nous parlerons d’Embeddings.
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traite, même si l’interprétation de chaque valeur de ces Embedding est
impossible.

Les représentations semi-explicites regroupent les méthodes qui pro-
duisent des caractérisation de chaque objet, semblables aux Embeddings
des méthodes implicites, mais chaque valeur de cette caractérisation
est cette fois, indirectement interprétable. Ces méthodes résultent en
(1) les caractérisations des objets (≈ les Embeddings) et (2) un diction-
naire, c’est à dire un ensemble de motifs communs selon lesquels la
caractérisation est obtenue. Chaque caractérisation devient donc une
composition des éléments du dictionnaire, eux même interprétables par
des experts du domaine.

Pour une tâche supervisée, les motifs extraits seront discriminants au sens de la
tâche abordée, c’est à dire que le modèle cherche à identifier des motifs qui, s’ils
sont présents dans un exemple, dénotent de l’appartenance de cette exemple à
une classe donnée. Pour une tâche non-supervisée, les modèles optimisent la bonne
reconstruction de l’ensemble des données. Chaque motif sera extrait car il est partagé
par une partie des données. Une contrainte sur le nombre et la parcimonie des
motifs extraits permet de se focaliser sur les motifs les plus partagés, assurant leur
représentativité. Ces motifs constitueront la nouvelle base de représentation 2 :
chaque exemple sera exprimé selon ces motifs. L’optimisation de ce dictionnaire
(l’ensemble des motifs) est crucial pour que les représentations apprises soient
pertinentes.

Ces nouvelles méthodes d’apprentissage de représentations constituent une avancée
majeure dans le traitement de données principalement pour trois raisons :

Gestion du bruit. L’aspect partagé des motifs permet de renforcer leur représen-
tativité et aussi de réduire le bruit présent dans les données. Par filtrage
collaboratif (utilisation de la masse pour identifier des motifs partagés), des
représentations pertinentes sont extraites pour l’ensemble de la population,
réduisant ainsi la variabilité individuelle et le bruit 3.

Extraction de sémantique. Ensuite, les motifs extraits, puisque partagés, sont
représentatifs des caractéristiques des données. En ce sens, ils constituent
une sémantique latente. L’enjeu est d’identifier la signification des motifs du
dictionnaire pour interpréter le signal décomposé.

Gain de performances. Enfin, les méthodes d’apprentissage de représentations ont
permis un gain de performance dans de nombreux domaines (traitement du

2. Mathématiquement, il s’agit d’une famille générative redondante, plus que d’une base mais nous
employons ‘base’ dans son sens commun.

3. erreurs de stockage, erreurs de lecture ou incomplétude des données (manque de contexte,
connaissance de l’origine et non de la destination, etc.)
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langage naturel [Mik+13], traitement d’images, recommandation [Kor+09a],
etc) et sur différentes tâches (classification, prédiction [Toq+17], etc)

Dans cette thèse, nous travaillons principalement dans le cadre non-supervisé. Le
transport étant un domaine ayant un fort impact sur la population, les approches
explicites ou semi-explicites (c’est à dire explicables et interprétables) seront privilé-
giées. Les approches explicites, principalement basées sur l’extraction d’indicateurs
sont limitées par leur faible généralisation. Nous nous focalisons donc sur les mé-
thodes d’apprentissage de représentations semi-explicites. Comme nous l’avons vu
dans le cas non-supervisé, ces méthodes extraient des motifs partagés pour optimiser
la bonne reconstruction des données. L’ensemble de ces motifs est regroupé dans un
dictionnaire de fonctions. Ces fonctions, motifs ou atomes peuvent être :

Paramétriques : leur forme est fixée par une fonction dont les paramètres doivent
être optimisés. Rentrent dans cette catégorie, par exemple, les mixtures de
gaussiennes et décomposition en ondelettes.

Apprises : il n’y a pas d’a priori sur leur forme. La décomposition en valeurs
singulières (SVD), l’analyse de composantes principales (PCA), la factorisation
matricielle non-négative (NMF), les auto-encoders, les shapelets rentrent dans
cette famille. De nombreux modèles graphiques (Probalistic Latent Semantic
Analysis, PLSA [Hof99b], Latent Dirichlet Allocation LDA [Ble+03]) font
également partie de ces techniques d’apprentissage de dictionnaire.

D’un point de vue interprétation, chaque fonction (atome, motif ou prototype) du
dictionnaire correspondra à un axe de représentation. Un coefficient codera la puis-
sance (l’appartenance) de cette fonction pour un exemple. Finalement, l’ensemble
des coefficients de codage associés à chaque fonction du dictionnaire forme la nou-
velle représentation de cet exemple. Cette famille de méthodes est semi-explicite
car, une fois le dictionnaire interprété par des experts, chaque exemple devient une
composition de ces fonctions.

Nous avons choisi pour la plupart de nos contributions la factorisation matricielle
non-négative (NMF) pour son aspect robuste et la flexibilité de sa formulation
(ajouter des contraintes est simple et ne déstabilise pas l’apprentissage). La NMF ne
fait par défaut aucune hypothèse sur les atomes et le dictionnaire contrairement à la
SVD ou PCA, ne nécessite pas un volume très important de données pour apprendre
des représentations pertinentes contrairement aux approches réseaux de neurones
et a une bonne résistance au bruit contrairement aux shapelets.

Dans cette partie, nous faisons un état des principales méthodes d’apprentissage de
représentations semi-explicites pour lesquelles le dictionnaire est appris. Nous les
situerons les unes par rapport aux autres. Nous présenterons dans un premier temps,
les méthodes matricielles de décomposition, les modèles logiques puis les méthodes
orientées données.
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3.1 Vision générale de la décomposition
matricielle

= ×

X = ×U V

N

P P

Z

Z

Fig. 3.1: Vision générale de la décomposition matricielle. La matrice X est décomposée en
U × V

Soit une matrice X ∈ RN,P de données de taille N par P avec N le nombre
d’exemples et P le nombre de variables descriptives pour chaque exemple. Le
but de la décomposition matricielle est de trouver les matrices de facteurs latents
U ∈ RN,Z et V ∈ RZ,P de sorte que le produit matriciel de ces matrices (U × V
ou simplement UV dans la suite de ce manuscrit) soit le plus proche possible de
X (comme illustré par la figure 3.1). On nommera couramment la matrice V le
dictionnaire, car celui-ci contient les Z prototypes de représentation et U le code,
représentation la force d’appartenance de chaque prototype à chaque exemple. Un
exemple xi ∈ RP est donc approximé par UiV =

∑Z
j=1 Ui,j ∗ Vj . Le paramètre Z

règle la taille du dictionnaire, c’est-à-dire le nombre d’atomes à découvrir. Bien
entendu, plus ce nombre est petit, moins la décomposition obtenue sera précise
(phénomène de sous-apprentissage) et plus il augmente, moins l’interprétation sera
facile (atomes très spécialisés et risque de sur-apprentissage). De manière classique,
nous choisissons Z � P .

Ces algorithmes peuvent aussi être vus comme des méthodes de compression de
données. En effet, nous cherchons une représentation de faible rang (puisque Z � P )
qui soit capable de représenter le plus finement possible les données. Dans le même
temps, nous cherchons un dictionnaire de taille Z qui puisse représenter au mieux
l’ensemble des N exemples de X. Au final, nous pouvons représenter la même
information (ou une partie de l’information) en Z paramètres (au lieu de P ). La
compression est destructive puisqu’une partie de l’information est perdue au moment
de la reconstruction, correspondant au résidu de la décomposition. En théorie de
l’information existe le concept de longueur de description minimale [Ris78], basé
sur l’affirmation suivante : toute régularité dans un ensemble de données peut être
utilisée afin de compresser l’information, c’est-à-dire l’exprimer à l’aide d’un nombre
réduit de symboles. Dans notre cas, les régularités sont présentes dans le dictionnaire
(chaque prototype est partagé) et le nombre réduit de symbole est de taille Z.
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Les méthodes que nous présentons ensuite se différencient par les contraintes
appliquées aux matrices U et V . En effet, dans le but de pallier au phénomène de
sur-apprentissage, de forcer la décomposition à inclure différentes hypothèses sur les
données, il est commun de restreindre l’expressivité du modèle. D’un coté, la matrice
U peut être contrainte à ne sélectionner qu’un seul atome dans le dictionnaire.
Dans cette catégorie sont regroupées l’ensemble des méthodes de partitionnement
(K-Means [Mac67], DBSCAN [Est+96], etc.) puisque, de fait, un exemple sera
associé à un et un seul prototype du dictionnaire. Ces approches sont appelées
partitionnement dur, en opposition au partitionnement souple pour lequel chaque
exemple peut être associé à plusieurs prototypes. D’un autre coté, des contraintes
d’orthogonalité peuvent être appliquées au dictionnaire V comme pour les méthode
Principal Component Analysis (PCA [F.R01]) ou Singular Value Decomposition (SVD
[Ste93]), permettant d’identifier des variables corrélées et de les résumer sur un
axe, orthogonal aux autres axes d’analyse. La contrainte de non-négativité de U et
V rend la décomposition purement additive comme dans le cas de la NMF [LS00],
ce qui facilite son interprétation. Finalement, des contraintes structurelles comme
la convolution [MS06] des atomes du dictionnaire V , permettent d’identifier des
motifs récurrents. Comme nous le voyons ici, chaque ajout de contrainte permet de
spécialiser la décomposition, d’introduire différentes hypothèses et, de fait, d’adapter
l’algorithme aux données envisagées.

3.2 Modèles mathématiques d’analyse de
données

Les méthodes de réduction de dimensionnalité sont théorisées depuis longtemps
par les mathématiciens, elles sont utilisées en traitement de données depuis la fin
des années 1980. Principalement mises en œuvre pour de la visualisation, de la
compression ou des pré-traitements, elles peuvent aussi servir à résumer les données
à des fins d’analyse directe.

3.2.1 Singular Value Decomposition (SVD)

La SVD est un outil très populaire de factorisation matricielle. Introduit en 1993 par
[Ste93], c’est aujourd’hui l’outil de fouille de données le plus utilisé. La contrainte
appliquée sur la décomposition est l’orthogonalité du dictionnaire. La SVD est
efficace pour l’analyse de données multivariées [Aha+06]. Comme décrit dans
[Ste93], l’histoire de la théorie englobant la SVD est partagée entre Gauss (1809), E.
Beltrami, C.Jordan, J.J. Syslverster, E.Schmidt et H.Weyl. Des algorithmes robustes
de résolution de la SVD existent depuis la fin des années 60 [GK65 ; GR70].
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Plus formellement, soit X ∈ RN×P est une matrice de donnée centrée de taille N
par P avec N le nombre d’exemples et P le nombre de variables descriptives pour
chaque exemple.

X = UΣV T (3.1)

où U ∈ RN×N est une matrice carrée unitaire contenant les vecteurs de base
orthonormés de sortie, V ∈ RP×P est une matrice carrée unitaire contenant les
vecteurs de base orthonormés d’entrée et Σ ∈ RN×P est une matrice diagonale
rectangulaire contenant les valeurs singulières.

Interprétativement, la matrice V contiendra les motifs partagés et la matrice U
la pondération de chaque motif pour chaque exemple de donnée. L’analyse de la
matrice Σ permet de connaitre la pertinence de chaque motif pour le jeu de données
(plus un motif est utile pour reconstruire le jeu de données, plus il apparaitra tôt
dans cette matrice). Souvent, la matrice Σ est tronquée de ses derniers éléments (les
moins utiles) afin de réduire le bruit des données. La contrainte d’orthogonalité des
matrices U et V rassemble les caractéristiques corrélées, ce qui permet de compacter
efficacement les phénomènes se recoupant partiellement.

C’est un algorithme de base pour la séparation de sources [Zha09], l’analyse théma-
tique des corpus textuels [Hof99a], la recommandation [Bra03] ou le traitement
d’images [ZL10].

3.2.2 Principal Component Analysis (PCA)

Tout comme la SVD, la PCA est un outil d’analyse de données multivariées impliquant
une contrainte d’orthogonalité du dictionnaire. L’intuition derrière la PCA est de
réduire un nombre de variables possiblement grand et corrélées en un ensemble
plus réduit de variables indépendantes et donc expliquer la variance des données.
Dans ce sens, c’est une méthode de réduction de dimensionnalité (compression) à
des fins d’analyse ou de stockage. Premièrement décrit, au début du 20ème siècle,
par [F.R01], elle a engendré un grand nombre de travaux ([Wol+87]).

Formellement, soit X ∈ RN×P une matrice de donnée centrée de taille N par P
avec N le nombre d’exemples et P le nombre de variables descriptives pour chaque
exemple, la décomposition est de la forme :

X = UV (3.2)

avec U ∈ RN×Z la matrice des scores des composantes principales et V ∈ RZ×P

la matrices des composantes principales. Nous voyons que cette décomposition,
toujours orthogonale, est simplifiée par rapport à la SVD. Cependant, ces deux
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méthodes sont fortement reliées puisque la matrice de score de la PCA correspond à
la matrice des valeurs singulières multiplié par la matrice de vecteurs orthonormés
de sortie de la SVD.

Ces méthodes sont très utilisées pour des tâches de visualisation [Muj+09], de
débruitage [Ren+18] et de compression [Ari06 ; BE08]. Elles se focalisent sur
l’explication de la variance des données. Cependant, pour la PCA comme pour
la SVD, l’aspect orthogonal du dictionnaire limite l’expressivité du modèle. Dans
notre cas d’étude, nous traitons des phénomènes possiblement corrélés (comme le
départ au travail et le retour). Ces méthodes, par construction, ne permettent pas de
modéliser ces comportements par des motifs séparés.

3.3 Modèles de partitionnement

Dans le domaine de l’apprentissage automatique, plusieurs familles de méthodes
existent pour apprendre des représentations semi-explicites. Nous commencerons
ici par parler des algorithmes de partitionnement. En effet, ces méthodes peuvent
être vues comme de l’apprentissage de représentations très simples. Nous cher-
chons ici des partitions qui rassemblent les exemples partageant des caractéristiques
communes, c’est à dire un sous-ensemble de données homogènes. Certaines mé-
thodes extraient des représentants pour chaque partition. Quelle que soit la méthode,
chaque exemple de données est associé à une et une seule partition. La contrainte
appliquée à la décomposition matricielle est donc qu’il ne peut y avoir qu’un et un
seul élément positif de la matrice de code U par exemple de donnée. C’est ce qu’on
appelle un partitionnement dur, en opposition au partitionnement souple pour lequel
chaque exemple peut être associé à plusieurs sous-ensembles.

Nous détaillerons ici deux des algorithmes de partitionnement les plus populaires :
K-Means et DBSCAN.

3.3.1 K-Means / K-Moyenne

K-Means est l’algorithme de partitionnement le plus communément utilisé. Il suppose
l’existence de k partitions et associe chaque exemple à une partition. Le représentant
de chaque partition est simplement le barycentre des éléments qui le compose.

Introduit par [Mac67] en 1967, il est depuis devenu très populaire grâce à l’explicabi-
lité du partitionnement obtenu et à la rapidité de l’algorithme d’apprentissage. L’algo-
rithme d’apprentissage originel est de type Classification Expectation-Maximisation
(CEM) (voir l’algorithme 1). Habituellement, les K-Means sont utilisés comme un al-
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gorithme de catégorisation. Cependant, nous pouvons les voir comme un algorithme
de reconstruction optimisant un coût de type moindre carré, c’est-à-dire la norme
L2 entre les données et la reconstruction associée. Pour rapprocher ce modèle de la
version générale de la décomposition de matrice, nous posons :

X = WD (3.3)

Avec X ∈ RN,P la matrice de donnée, un exemple par ligne et une caractéristique
par colonne, D ∈ RZ,P la matrice des représentants des partitions et W ∈ RN,Z la
matrice binaire d’appartenance aux centres. Nous notons ici que, pour être cohérent
avec le reste de ce manuscrit, nous utilisons Z comme notation du nombre de
partitions à découvrir par l’algorithme. Cependant, dans la littérature, ce paramètre
est noté K (d’où le nom ’K’-Means).

Nous sommes ici dans le cadre traditionnel de la décomposition matricielle. Cepen-
dant le modèle introduit les deux contraintes :

∀n ∈ N, ∀z ∈ Z :Wn,z = 1, si l’exemple n appartient à la partition z

Wn,z = 0, sinon

∀n ∈ N :
Z∑

z=0
Wn,z = 1

(3.4)

La première contrainte introduit l’aspect brut du partitionnement. Un exemple n de
donnée appartient à une partition z ou n’appartient pas à cette partition. La seconde
contrainte concerne la normalisation et contraint le modèle à associer à chaque
exemple une et une seule partition.

1 Initialisation aléatoire des assignations W et des centres D.
2 while convergence do

/* Étape d’estimation et classification */
3 Pour chaque exemple, calcul de la distance à chaque centre (Estimation)

et assignation au centre le plus proche (Classification).
/* Étape de maximisation */

4 Pour chaque centre, rééstimation du centre par moyennage de tous les
exemples associés (Maximisation).

5 end
Algorithm 1: Apprentissage de K-Means

L’algorithme 1 présente l’apprentissage du modèle. Une fois initialisé, deux étapes
se répètent jusqu’à la convergence de l’algorithme :
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l’estimation et la classification : Estimation de la distance de chaque partition à
chaque exemple et classification de chaque exemple au centre le plus proche.

La maximisation : Mise à jour les centres de sorte à ce que ceux ci soit au centre
des exemples associés. Ce faisant, nous maximisons la vraisemblance des
paramètres du modèle. La convergence est atteinte lorsque l’appartenance ne
change plus.

Cet algorithme d’optimisation résoud un problème non-convexe : l’initialisation est
faite aléatoirement et les résultats de l’algorithme sont très dépendants de cette
initialisation. C’est pourquoi, une des principales extensions de ce modèle est une
optimisation de l’initialisation. K-Means++ [AV07] est une méthode d’initialisation
de K-Means qui vise à choisir des centres initiaux de sorte à ce que ceux ci soit le
plus distant possible.

K-Means est un algorithme de partitionnement largement utilisé, encore aujourd’hui,
dans une grande variété de domaines : données spatio-temporelles [JJ75], traite-
ment du langage naturel [Rab+86], biologie [Mon+99], segmentation d’images
[Kan+02]).

3.3.2 Density-Based Spatial Clustering of Applications with
Noise (DBSCAN)

L’algorithme DBSCAN est introduit en 1996 par [Est+96]. C’est une méthode de
partitionnement basée sur la densité qui a pour principal avantage de ne pas nécessi-
ter de fixer un nombre de partitions a priori et de gérer efficacement le bruit dans
les données.

Concrètement, il nécessite de fixer un nombre minimal d’exemples par partition
(MinPts) et de calculer la matrice des distances entre tous les exemples du jeu de
données. L’apprentissage se fait par agrégations successives suivant l’algorithme 2.
L’algorithme est capable d’ignorer des points qui seraient trop éloignés de tous les
autres ; si un point est à plus de ε de tous les autres et si MinPts > 0, il ne sera
ajouté à aucune partition. Ces points seront considérés comme du bruit, c’est à dire
des point aberrants.

Évidement, les valeurs choisies pour les deux paramètres MinPts et ε ont une inci-
dence importante sur le partitionnement obtenu. Si ε est trop petit, chaque partition
ne contiendra que peu d’exemples, limitant l’interprétation du résultat, inversement,
si ε est trop grand, une seule partition contenant l’ensemble des exemples est ob-
tenue. Classiquement, on voudra s’assurer qu’au moins 90% des exemples soient
contenus par des partitions.

48 Chapitre 3 Apprentissage de représentations semi-explicites



1 for tous les exemples x non visités du dataset do
2 marquer x comme visité
3 voisins = get_voisinage(x, ε)
4 if voisins.size() > MinPts then

/* Création d’une nouvelle partition */
5 cluster = {}
6 a_visiter = voisins
7 for v ∈ a_visiter do
8 if v est non visité then
9 marquer v comme visité

10 cluster = cluster
⋃
v

11 if get_voisinage(v, ε) > MinPts then
12 a_visiter = a_visiter

⋃
get_voisinage(v, ε)

13 end
14 end
15 end
16 end
17 end

Algorithm 2: Apprentissage de DBSCAN

Cependant, cet algorithme de partitionnement ne fournit pas de représentant pour
chaque partition, ce qui en limite l’interprétation.

[Man+18] propose de mettre en œuvre cette méthode de partitionnement sur des
données billétiques du système de transport urbain de Londres. Ils regroupent ainsi
les évènements énergiques du système de transport en identifiant des comportements
récurrents temporellement et spatialement. Les auteurs insistent sur la facilité de
mise en œuvre de l’algorithme qui ne nécessite pas de fixer le nombre de partitions
a priori.

3.3.3 Atouts et limites du partitionnement dur

Comme nous l’avons vu, les algorithmes de partitionnement dur affectent chaque
exemple des données à une et une seule partition. Souvent, chaque partition dispose
d’un "représentant", qui permet de résumer les points contenus dans cette partition
(moyenne des exemples dans le cas de K-Means).

Le principal intérêt de ces méthodes est la facilité de mise en œuvre, le nombre
réduit de paramètres et le passage à l’échelle. Simple à utiliser et à apprendre, ils
sont capables de traiter de grosses masses de données. Ils permettent d’obtenir une
bonne idée des caractéristiques des données que l’on manipule. De plus, même
si l’assignation des centres est dur, il est possible de revenir à une représentation
continue. Reprenant les notation de l’equation 3.3, soit W ? ∈ RN,Z avec N le
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nombre d’exemples et Z le nombre de partitions, W ?
n,z est la distance de l’exemple

n à la partition z. Chaque exemple sera représenté par sa distance à chacune des
partitions.

Cependant, l’assignation d’une seule partition par exemple rend le problème non-
dérivable, ce qui implique d’utiliser des algorithmes d’apprentissage de type glouton
ou CEM. Ces méthodes sont très dépendantes de l’initialisation.

3.4 Modèles d’apprentissage de représentations
orientés données

Dans cette partie, nous nous intéresserons aux méthodes d’apprentissage de repré-
sentations. Ce sont des approches orientées données datant des années 1990 dans
lesquelles le minimum d’a priori est intégré.

3.4.1 Shapelets

L’extraction de Shapelets à partir de séries temporelles a montré des résultats
prometteurs pour leur analyse [RK13]. Originellement présentés dans un contexte
supervisé de classification, les shapelets sont des motifs locaux qui sont discriminants
au sens de la tâche abordée. La formulation générale des shapelets permet d’identifier
le nombre minimal de motifs discriminants pour classifier correctement les données.
Autrement dit, nous recherchons les shapelets (sous-séquence ou motifs temporaux
locaux) dans les séries temporelles qui sont représentatifs de la classe correspondante
à la série considérée. L’ensemble des shapelets possibles correspondra au dictionnaire
et chaque exemple sera caractérisé par la présence ou l’absence de chacun d’eux.
Dans un contexte non-supervisé, le modèle étant optimisé dans un but de bonne
reconstruction, le dictionnaire sera composé des sous-séries les plus fréquentes dans
les données.

Introduit par [Ref03] pour du traitement d’images, les shapelets se situent dans
un contexte d’apprentissage de descripteurs et s’apprennent avec un critère de
bonne discrimination (pour une tâche de classification) ou de bonne reconstruction
(pour de la compression/visualisation). Les shapelets représentent une approche
intéressante car :

— ils ne font aucun a priori sur la forme des motifs extraits puisque ceux-ci sont
des sous-séquences des séquences originales,

— ils sont interprétables pour les experts du domaine car issus directement des
séquences de données,
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— de nombreux travaux ont montré leurs efficacité dans des tâches de classifica-
tion comparé à l’algorithme des plus proches voisins, lui même difficilement
interprétable.

De nombreux travaux exploitent ce cadre. [Ref03] présente le modèle originel de
sous-motifs, encore utilisé en l’état aujourd’hui [YK11]. Cependant, pour pallier aux
problématiques de bruit dans les données et de temps de calcul, [RK13 ; Lin+07] pré-
sentent Fast-Shapelet. Traitant le bruit en début de chaîne, lors des pré-traitements,
ils discrétisent l’espace des caractéristiques par généralisation (SAX). Par exemple, si
l’espace considéré est continu avec des valeurs allant de 0 à 1, la formulation SAX
définie A = [0, 0.2], B = [0.2, 0.4], etc. De cette discrétisation de l’espace, le bruit
présent dans les données est réduit et le processus d’apprentissage est simplifié. Ce-
pendant, comme pour toute discrétisation ou lissage en pré-traitement, la réduction
du bruit implique la perte d’informations pertinentes considérées par l’algorithme
comme du bruit. Enfin, des extensions du modèle shapelet permettent d’intégrer les
shapelets dans des modèles plus complexes comme les arbres de décisions [Mue+11 ;
Pat+14].

Ces modèles présentent plusieurs caractéristiques qui nous intéressent : aucun a
priori sur les motifs, extraction de sous-motifs, etc... Cependant, la gestion du bruit
est faite par pré-traitement des données, nous avons vu que cette approche peut
dégrader la qualité des motifs extraits. Déterminer ce qui est du bruit et ce qui n’en
est pas n’est pas trivial. L’apprentissage du modèle, fait par algorithme brute-force
n’est pas des plus efficaces et ces méthodes auront du mal à passer à l’échelle. De
plus, l’apprentissage des motifs est effectué par extraction d’une portion exacte et
récurrente des signaux originaux. De fait, l’identification de deux motifs superposés
sera impossible limitant l’aspect décomposition de sources du modèle.

3.4.2 Réseaux de neurones : Auto-encoders

Dans les premiers travaux, les réseaux de neurones sont utilisés dans des tâches
supervisées (problème de classification, [Ros58]) et non supervisées (problème de
reconstruction, [Koh82]). Ils sont devenus très populaires par la modularité de leur
architecture. De plus, l’algorithme de rétro-propagation du gradient, proposé en
1988 par [Rum+88], permet d’optimiser les paramètres des réseaux sur de grandes
masses de données. Ils apprennent automatiquement à combiner les caractéristiques
brutes des données, par exemple, les pixels des images pour créer des représentations
pertinentes. Ils permettent de passer, couche après couche, d’une représentation
abstraite et brute à des représentations de haut niveau, sémantiquement riches. Ils
ont, dès lors, été utilisés dans divers problèmes, par exemple la reconnaissance de
caractères pour le traitement automatique du courrier ([LeC+90]).
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Supposons un jeu de données X ∈ RN,P où chaque exemple x ∈ RP est associé à
un label y ∈ [0, 1]. L’ensemble des labels de X est regroupé dans la matrice Y ∈ RN .
Nous voulons apprendre la fonction f qui permet d’obtenir une bonne estimation de
Yi = sachant Xi en entrée, c’est-à-dire en minimisant Ex,y(Y − f(X))2.

Dans ses formes les plus simples, le réseau de neurones est une simple transformation
linéaire [Ros58] : ŷ = wx + b avec w le vecteur de poids et b le biais. w et b
sont appris à partir des données. Ceci est fait en fixant une fonction de coût qui
est optimisée durant l’étape d’apprentissage du modèle. On note Ŷ la prédiction
du modèle. La fonction de coût la plus classique est l’erreur moindre carré, mais
d’autres fonctions peuvent être envisagées (Kullback-Leibler, distance de Wasserstein,
etc.). Ces fonctions de coût sont dérivables et le modèle est appris par descente de
gradient.

De part leur aspect modulable et l’explosion du volume de données disponibles pour
l’apprentissage, ces réseaux ont aujourd’hui des architectures variées (convolution,
récurrence, etc.) avec des millions de paramètres à optimiser. Nous verrons ici les
bases du fonctionnement des modèles non-supervisés et les extensions possibles.
Nous avons choisi, dans les modèles non-supervisés, l’auto-encoder pour la simplicité
de son formalisme et sa grande popularité.

Formalisation

Les réseaux de neurones, même s’ils ont été formalisés dans un contexte supervisé,
sont aussi utilisables dans un contexte non-supervisé. Dans ce cas, une fonction f
transformant un exemple x ∈ RP à partir de x va être apprise : x = f(x). Durant
cette transformation, on trouve classiquement une couche dite de représentation, de
taille Z � P . Nous distinguons deux éléments :

L’encodeur qui va prendre en entrée les données x ∈ RP et les transformer en une
nouvelle représentation w ∈ RZ : w = g(x) avec Z � P ,

Le décodeur qui va prendre la nouvelle représentation w pour reconstruire x̂ =
h(w) la donnée d’entrée.

L’auto-encodeur complet sera donc composé d’un encodeur g suivit d’un décodeur
h et s’écrira : x̂ = f(x) ou x̂ = h(w) ou x̂ = h(g(x)). Dans ce contexte, c’est la
représentation latente intermédiaire w qui va nous intéresser. L’intuition est tou-
jours la même : nous faisons l’hypothèse qu’un nombre de sous-signaux existent
et que ceux-ci permettent de bien reconstruire les données. La nouvelle représen-
tation w quantifie les motifs latents pour permettre une reconstruction optimale.
Techniquement, les motifs en eux-même sont codés dans le décodeur.
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Ces modèles non-supervisés s’apprennent de la même manière que leurs homologues
supervisés : une fonction de coût de reconstruction est définie (eq. 3.5). Dans
l’équation 3.5, nous utilisons la distance euclidienne. Cette fonction est ensuite
dérivée et optimisée par descente de gradient.

Loss =
∥∥∥X − X̂∥∥∥2

(3.5)

Cas simple : une couche cachée

Comme nous l’avons vu dans le cas supervisé, l’architecture de réseau de neurones
la plus simple est le perceptron ([Ros58]). C’est une transformation linéaire des
entrées : y = wx + b. On peut étendre ce modèle pour obtenir un auto-encodeur
simple :

Si un premier perceptron est utilisé comme encodeur (noté fenc) et un second comme
décodeur (noté fdec), nous obtenons l’architecture de l’eq. 3.6.

X = fdec(fenc(X))

= fdec(WencX +Benc)

= Wdec(WencX +Benc) +Bdec

(3.6)

Il est à noter ici que la taille de la sortie de l’encodeur, c’est-à-dire la taille des
représentations latentes, notée Z, est inférieure à la taille d’entrée des données. Il
s’agit donc de compresser les données.

Concernant la symétrie entre l’encodeur et le décodeur, différentes philosophies
existent : les poids de l’encodeur et du décodeur peuvent être clonés et transposés
pour apprendre deux fonctions symétriques ou ils peuvent être laissés libres, ce qui
simplifie l’algorithme d’apprentissage. La première solution nécessite d’optimiser
deux fois moins de paramètres que la seconde impliquant le besoin de moins de
données pour être appris.

Généralisation

Dans le cas plus général, l’encodeur et le décodeur peuvent être d’architectures
quelconques. Selon le problème abordé, il peut s’agir de couches de convolutions
[Tew+17], de récurrences [Cho+14b] ou de plusieurs couches linéaires [HS06].
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Finalement, les réseaux de neurones à plusieurs couches cachées sont des modèles
assez puissants, pouvant modéliser des dépendances non-linéaires entre les variables
d’entrée et de sortie. De nombreuses techniques d’optimisation sont proposées pour
apprendre les modèles (Averaged Stochastic Gradient Descent [PJ92], Adam [KB14],
etc... Cependant, l’interprétabilité de la représentation apprise est assez faible dès
que le nombre de couches augmentent et ils nécessitent beaucoup de données pour
obtenir une reconstruction précise [Liu+17].

3.4.3 Nonnegative Matrix Factorisation (NMF)

Les travaux d’apprentissage de représentations que nous présenterons dans cette
thèse se basent sur des factorisations matricielles et tensorielles non-négative 4. Nous
présenterons ici ces modèles, leurs fonctionnements et les applications associées.

Comme les autres approches présentées plus tôt, la factorisation matricielle non-
négative est un modèle d’apprentissage de représentations. Il est introduit par [LS00]
au début des années 2000 en tant qu’algorithme de séparation aveugle de sources.
Prenons un exemple : à partir de l’enregistrement d’une conversation entre plusieurs
participants, nous voulons isoler chacun d’entre eux. Le signal d’entrée en 2 signaux
dans le plan temps-fréquence va être décomposer en : (1) un dictionnaire contenant
les motifs fréquentiels de chaque locuteur et (2) une matrice d’activation contenant
la caractérisation temporelle de ces motifs [SO06]. Cette décomposition permet
ensuite d’isoler chaque locuteur et d’obtenir une piste séparée pour chacun d’eux.

Comparativement aux approches précédentes, la NMF est moins modulaire que les
approches par réseau de neurones. Elle ne permet pas d’intégrer simplement des
transformations complexes comme la récurrence. Cependant elle est beaucoup plus
stable et nécessite moins de données. Elle effectue une séparation douce. C’est-à-dire
que chaque exemple est composé des différents motifs pondérés du dictionnaire. La
NMF ne fait pas d’a priori sur le dictionnaire, contrairement à la PCA et SVD qui
apprennent des dictionnaires orthogonaux.

NMF Originelle

La factorisation matricielle non-négative, introduite par [LS00], est un sous-type
de factorisation matricielle, dans lequel une contrainte de positivité (X >= 0) est
appliquée à la matrice de données et aux matrices de décomposition. Cette contrainte

4. Nous précisons que le terme non-négativité est utilisé pour coller à la terminologie anglaise.
Nous aurions du traduire en français par positivité : nous intégrons l’ensemble des valeurs nulles et
positive (alors que non-négatif exclut les valeurs nulles).
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fait tout l’intérêt de cette approche puisque la décomposition d’un exemple est
simplement une somme pondérée d’éléments positifs, ce qui simplifie l’interprétation
de cette reconstruction. La limite interprétative ici est la nécessité de consulter des
experts pour connaitre le sens de chaque motif.

On est donc dans une problématique de décomposition de matrice :

X = WD (3.7)

où X ∈ RN,P est une matrice de données non négative, W ∈ RN,Z la matrice de
pondération, dite de code et D ∈ RZ,P le dictionnaire. Les représentations apprises
(W ) seront de taille Z. Pour chaque exemple xi ∈ X, nous avons :

xi =
Z∑

z=0
Wi,z ∗Dz (3.8)

Nous voyons ici clairement que la reconstruction d’un exemple xi est la somme pon-
dérée par Wi,z des Z éléments du dictionnaire. Le dictionnaire étant lui même positif,
une reconstruction est une accumulation pondérée des éléments du dictionnaire.

La reconstruction de X par le modèle est notée X̂ et une fonction de coût en X et X̂
peut être posée. Nous utiliserons ici l’erreur des moindres carrés (Loss = (X − X̂)2).
L’apprentissage du modèle est fait par descente de gradient. En dérivant la fonction
de coût par rapport à W , nous obtenons la formule de mise à jour de W :

W = W − εW ∗ ∇Dloss

= W − εW (W ×D −X)DT

= W × XDT

WDDT
avec εW = W

WDDT

(3.9)

Avec A×B et A
B respectivement la multiplication et la division terme à terme entre

A et B. De manière symétrique, la formule de mise à jour du dictionnaire D :

D = D − εD ∗ ∇W loss

= D − εDW T (W ×D −X)

= D × W TX

W TWD
avec εD = D

W TWD

(3.10)
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Présenté dans [LS00], l’algorithme d’apprentissage de la NMF met en œuvre une
descente de gradient alternée pour optimiser W et D. Les auteurs proposent alterna-
tivement : de fixer W pour mettre à jour D puis de fixer D pour mettre à jour W
comme illustré par l’algorithme 3. Deux choix sont ainsi possibles : utiliser la formule
de mise à jour additive (ligne 2 des équations 3.9 et 3.10) ou les formules de mise à
jour multiplicative (ligne 3 des équations 3.9 et 3.10) [Hoy04]. D’un coté, la mise
à jour additive converge vers un minima local légèrement plus bas (menant à une
meilleure reconstruction), mais elle est aussi plus lente à converger et très sensible
à la valeur des paramètres de pas de gradient (εD et εW ). Les formules de mise à
jour multiplicative permettent un gain de temps en apprentissage et une facilité
de mise en œuvre (peu de paramètres) non-négligeable dans un contexte de jeux
de données de grand volume. De plus, [LS00] fourni une preuve de convergence
de l’algorithme si les formules de mise à jour multiplicatives sont utilisées. Nous
notons ici que ces formules optimisent la fonction de coût de reconstruction au sens
des moindres carrés. Il faudra reformuler l’ensemble du problème pour optimiser
d’autres fonctions (la Kullback-Leiber par exemple).

La factorisation matricielle non-négative est une méthode très utilisée car elle est
simple à mettre en œuvre. Elle ne nécessite pas de calculs complexes et peut donc
passer à l’échelle. La fonction de coût des moindres carrés est particulièrement
robuste au bruit, rendant le modèle plus efficace sur des données bruitées que la PCA
[Ren+18]. Enfin, elle est suffisamment flexible pour que de nombreuses contraintes
puissent y être intégrées. En effet, de par l’aspect itératif de son algorithme d’appren-
tissage, il est possible d’intercaler des contraintes sur le dictionnaire D et le code
W .

Data: X ∈ RN×P
+ , R, maxiter

1
maxiter : Nombre maximal d’itérations

Result: Matrices optimisées D ∈ RZ,P et W ∈ RN,Z

2 D,W = init(X,R) D et W initialisés aléatoirement
3 for it ∈ 0...maxiter do
4 update_W(W, D, X)
5 update_D(D, W, X)
6 end

Algorithm 3: Algorithme d’apprentissage de la NMF

Ajout de contraintes à la factorisation matricielle non-négative

Concernant l’étude de la qualité d’une décomposition matricielle, deux aspects sont
importants : le dictionnaire doit être représentatif des sources à séparer, il doit
contenir la totalité (ou une majorité) des sous-signaux des données. C’est un aspect
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qualitatif difficile à quantifier dans des cas réels pour lesquels les sources sont
inconnues. De plus, chaque reconstruction doit être explicative, c’est-à-dire qu’elle
doit utiliser peu d’éléments du dictionnaire (atomes) afin de (1) réduire le risque de
sur-apprentissage et (2) de simplifier l’interprétation de la reconstruction.

Le premier point est géré directement par la taille du dictionnaire (Z). Celui-ci doit
être assez grand pour représenter les sous-signaux et suffisamment petit pour ne
pas reconstruire le bruit présent dans les données. L’intuition derrière cette idée est
qu’en utilisant peu d’atomes différents, chaque atome devient de fait plus partagé,
plus représentatif et donc renforce la robustesse du modèle.

Le deuxième aspect d’une bonne décomposition n’est pas géré directement par la
réduction du nombre d’atomes du dictionnaire. Réduire leur nombre, n’implique
pas directement une réduction du nombre d’atomes utilisés par exemple de donnée,
c’est-à-dire la parcimonie de la représentation. En 2004, [Hoy04] introduit une
contrainte de parcimonie sur le code. Le but est de forcer le modèle à bien séparer
les données et donc, d’utiliser un minimum d’éléments différents du dictionnaire par
reconstruction : Nous ne voulons pas utiliser un peu de tous les atomes, mais peu
d’atomes pertinents. Ce qui force, de fait, le dictionnaire à être plus représentatif.

Cette contrainte est une contrainte lâche, c’est-à-dire qu’elle est intégrée sous forme
de pénalité à la fonction de coût, en opposition aux contraintes fortes qui sont
appliquées directement aux différentes matrices. La fonction de coût du modèle
devient donc :

Loss =
∥∥∥X − X̂∥∥∥2

+ λ ‖W‖2

= ‖X −WD‖2 + λ ‖W‖2
(3.11)

Nous utiliserons cette contrainte dans nos propositions. D’autres contraintes visant à
adapter la NMF à différents cas de figure existent. Elles peuvent être intégrées au
dictionnaireD : Dans un article de 2006, [Din+06] propose d’intégrer une contrainte
d’orthogonalité aux éléments du dictionnaire pour obtenir une base de décomposition
sans redondances et des représentations plus interprétables et discriminantes dans
le contexte d’une tâche de partitionnement. Rapprochant ainsi la NMF de la SVD
et surtout de la PCA, ils argumentent que non seulement l’orthogonalité est une
propriété qui rend l’interprétation plus simple mais aussi que la décomposition est,
en plus, unique. Dans [Pou+16], les atomes sont appris classiquement, par descente
de gradient. Cependant, durant l’apprentissage, les atomes sont régulièrement ré-
estimés par une loi normale. Cette approche permet de tirer partie de la force de
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la décomposition de source de la NMF, grâce à la descente de gradient, tout en
intégrant une contrainte sur la forme des atomes.

Ensuite, des contraintes peuvent être intégrées au dictionnaire D et au code W .
Sur des signaux musicaux, [SM06] propose le modèle NMF2D pour intégrer une
contrainte de double déconvolution sur les données. Une convolution temporelle
est intégrée à la matrice de code W et une convolution tonale est intégrée au
dictionnaire D.

Pour les problèmes semi-supervisés, c’est-à-dire lorsqu’une partie des données est
labellisée, [Liu+12] propose le modèle Constrained Nonnegative Matrix Factori-
zation (CNMF) qui permet d’intégrer les labels à la séparation de source, afin de
forcer le modèle à utiliser différents éléments du dictionnaire pour deux exemples
de classes différentes. Cette contrainte a pour objectif de rendre la décomposition
plus discriminante.

Puisque les outils de séparation de sources sont souvent utilisés pour traiter des
données incomplètes, [KC09] propose la Weighted Nonnegative Matrix Factorization
(WNMF) qui permet d’intégrer à la fonction de coût un degré de confiance associé à
chaque observation. Concrètement, il introduit une nouvelle matrice We de taille
égale à la matrice de donnée. Wei,j sera un poids positif ou nul représentant la
confiance de l’observation i, j, Wei,j = 1 étant la certitude absolue et Wei,j = 0
l’incertitude absolue.

Enfin, une version du modèle relâchant la seule contrainte du modèle originel est
introduite. Cette approche, visant à relâcher la contrainte de non-négativité, est
proposée par [Fog+16]. En effet, il est courant d’obtenir des données positives
et négatives. Cependant, comme nous l’avons vu, la contrainte de non-négativité
permet d’éviter le sur-apprentissage, mais aussi de rendre l’interprétation de la
décomposition plus aisée. La suppression simple de cette contrainte n’est donc pas
souhaitable. Dans [Fog+16], la matrice de donnée est séparée en deux : la partie
positive (X+) et la partie négative (X−) de la matrice. Ces deux matrices sont ensuite
concaténées X ∈ R+ = X+⋃X− afin de préserver les facultés d’interprétation.

Finalement, depuis sa présentation par [LS00], la NMF a été appliquée à divers
domaines de recherche et de nombreuses variantes ont été proposées pour s’adapter
aux spécificités de différents problèmes. Dans nos propositions, nous mettrons en
œuvre ce type de méthodes en y ajoutant des contraintes pour prendre en compte
notamment la périodicité des phénomènes d’affluence dans les stations de transports
en commun et la variabilité temporelle des comportements des utilisateurs d’un
système de transport.
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3.4.4 Factorisation de tenseurs

Dans de nombreux cas d’usage, les données décrivent une grande variété d’aspects
et doivent être organisées dans des tenseurs 5. En effet pour le cas particulier des
réseaux de transports, la représentation naturelle de l’activité du réseau correspond
à un tenseur X ∈ RU,S,T avec U le domaine des utilisateurs, S celui des stations et
T le temps. Xu,s

t correspondra au nombre de passages d’un utilisateur u à la station
s au temps t. Les premiers travaux de décompositions tensorielles sont initiés par
Hitchcock [Hit28]. C’est une famille de modèles très utilisé encore aujourd’hui dans
de nombreux domaines comme la musique [MS06 ; SG18], l’analyse géographique
[Car+18], la recommandation [Yao+15], le traitement d’images [KM11] ou l’analyse
de la mobilité [SA16]. Il est directement inspiré des modèles de décomposition
tensorielles (SVD, NMF) et a fait l’objet de plusieurs revues [Cic+09]. Nous verrons
dans cette partie que, tout comme pour la NMF, de nombreuses contraintes ont
été appliquées sur les compositions tensorielles pour intégrer différents a priori sur
les données. La structure de la décomposition elle-même n’est pas unique. Nous
détaillerons ici les principales formes existantes.

Décomposition de Tucker [Tuc66]

X A B CU

T S

U

U

T

T

S

S

KU

T S

Fig. 3.2: Diagramme de la décomposition de Tucker. Formes des matrices de données X et
de décompositions K, A, B et C

La décomposition de Tucker [Tuc66] factorise le tenseur de donnée X en un tenseur
coeur et une matrice de facteurs pour chaque dimension du tenseur original. Pour
un tenseur à 3 dimensions, le modèle est défini :

Xu,s
t ≈ X̂u,s

t =
U∑
u1

S∑
s1

T∑
t1

Ku1,s1
t1 Au,u1Bs,s1Ct,t1 (3.12)

avec K ∈ RU,S,T le tenseur coeur, A ∈ RU,U la matrice de facteur de la première
dimension de X, B ∈ RS,S la matrice de facteur de la seconde dimension de X, A ∈
RT,T la matrice de facteur de la troisième dimension de X. Le tenseur coeur jouant
un rôle similaire à la matrice coeur de la SVD, il contiendra les valeurs singulières
de la matrice de données X et chacune des matrices de facteurs permettant de

5. Les matrices sont un cas particulier des tenseurs. Une matrice est un tenseur à deux dimensions.
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caractériser les objets du jeu de données, dans notre exemple, les usagers, les
stations et les pas de temps.

Nous voyons bien ici la principale limite de cette approche, le grand nombre de
paramètres a estimer rend son apprentissage difficile lorsque les jeux de données
sont grands [RST10].

PARAFAC [Car+89]

X A B C
i-ème ligne j-ième tranche

U

T S

U

Z

T

Z

S

Z

Fig. 3.3: Diagramme du modèle PARAFAC. Formes des matrices de données X et de décom-
positions A, B et C

[Car+89] propose un modèle de décomposition tensorielle non-négative nommé
soit CANDECOMP (Canonical Decomposition) soit PARAFAC selon les auteurs. Ce
dernier sera exploité et optimisé plus tard par [Bro97]. Soit un tenseur de données
non-négatif X ∈ RU×S×T et un paramètre fixant la taille de représentation latente
Z, la NTF cherche à extraire trois matrices A, B et C de sorte que :

Xu,s
t ≈ X̂u,s

t =
Z∑

z=0
Au,zBs,zCt,z (3.13)

avec A ∈ RU∗Z , B ∈ RS∗Z et C ∈ RT∗Z .

Ce modèle propose de décomposer un tenseur en un produit de termes multi-linéaires
non-négatifs (tri-linéaire pour un tenseur à trois dimensions), d’une manière similaire
à la décomposition matricielle. Tout comme la NMF classique, aucune contrainte
d’orthogonalité n’est appliquée aux matrices extraites. Seule une contrainte de
non-négativité rendant l’interprétation de la décomposition simple et naturelle est
appliquée.

Pour apprendre ce modèle, c’est à dire construire les matrices A, B et C, une fonction
de coût qui combine la reconstruction et la parcimonie des matrices apprises est
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généralement utilisée. Typiquement, la fonction de type moindre carré afin d’obtenir
la fonction de coût finale suivante :

Loss(X,A,B,C) =
∑
u,s,t

(Xt
u,s − X̂t

u,s)2 + λA ‖A‖2F + λB ‖B‖2F + λC ‖C‖2F

=
∑
u,s,t

(Xt
u,s −

∑
z

Au,zBs,zCt,z)2 + λA ‖Au‖2F + λB ‖Bs‖2F + λC ‖Ct‖2F

(3.14)

Avec A, B et C sujets à la contrainte de non-négativité et λA, λB et λC les hyper-
paramètres de régularisation. Pour optimiser cette fonction, plusieurs approches de
type descente de gradient peuvent être envisagées. L’approche Nonnegative Least
Squares (NLS) est utilisée par [Paa97] mais nécessite de fortes puissances de calcul
pour traiter de gros tenseurs, une approche de descente de gradient conjuguée, qui
permet d’optimiser la fonction par rapport à l’ensemble des paramètres simultané-
ment [Aca+11]. L’aspect non-convexe de la fonction de coût (problème NP-Hard)
est souvent une limite à l’utilisation de cette dernière méthode, qui risque d’être
piégée par des minimas locaux. Les méthodes les plus utilisées pour optimiser la
fonction 3.14 exploitent la descente de gradient alternée. À chaque itération, chaque
matrice A, B et C est mise à jour avec les deux autres fixées :

A = X × CB

(CCT )× (BTB) + λA ‖A‖2F

B = X × CA

(CTC)× (ATA) + λB ‖B‖2F

C = X × BA

(BTB)× (ATA) + λC ‖C‖2F

(3.15)

avec A×B et A
B respectivement la multiplication et la division termes à termes des

éléments de A et B.

La principale limite de cette approche concerne l’expressivité du modèle. Si nous
revenons à l’exemple donné plus haut (voir partie 3.4.4) concernant les réseaux
de transport, on a Xu,s

t ≈ X̂u,s
t =

∑Z
z=0Au,zBs,zCt,z. Dans notre cas d’étude, nous

savons que les stations ont des rôles différents selon les utilisateurs. Cette formu-
lation implique que la représentation de chaque station est la même pour tous les
utilisateurs. Nous proposons dans le chapitre 4 un modèle de factorisation tensoriel
relâchant cette contrainte.
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Différentes formes

Évidement, encore plus que pour la NMF, de nombreuses extensions ou modifications
de la décomposition tensorielle existent. Pour les mêmes raisons, introduire une nou-
velle structure de reconstruction ou des contraintes sur les matrices peut permettre
au modèle d’apprendre une décomposition de meilleure qualité. Souvent, l’ajout de
contraintes dégrade les performances de reconstruction brutes des modèles, mais
améliore l’interprétation des résultats.

D’autres structures de décompositions tensorielles sont aussi possibles. [KM11]
présente le modèle Tensor Singular Value Decomposition (T-SVD) pour lequel la
structure de la décomposition s’écrit X = ABC avec X ∈ Rn1,n2,n3 , A ∈ Rn1,n1,n3 ,
C ∈ Rn2,n2,n3 et B ∈ Rn1,n2,n3 . Reprenant la formulation classique de la SVD
et l’adaptant aux tenseurs, A et C sont orthogonaux et B est diagonale. Cette
formulation implique la décomposition d’un tenseur en un produit de tenseurs.
L’application des contraintes d’orthogonalité et de diagonalité permettent d’éviter le
sur-apprentissage.

Tout comme la NMF2D [SM06], une extension de la NMF pour traiter des signaux
musicaux, plusieurs versions de la NTF sont présentés pour décomposer des signaux
musicaux. [MS06] présente une extension de la NNF2D pour traiter des signaux
multi-pistes. En effet, la musique est souvent représentée par un spectrogramme
temporel (évolution du spectre fréquentiel au court du temps), stocké dans une
matrice X ∈ RT,F avec T le nombre de pas de temps et F la définition spectrale.
Avec cette représentation, il n’est possible de représenter qu’une seule piste. La
musique étant souvent au moins stéréo (deux pistes), chaque piste est représentée
par son spectrogramme, ce qui donne un tenseur X ∈ RN,T,F avec N le nombre de
pistes à traiter. Dans ce contexte, [MS06] présente SNTF2D : Sparse Non-negative
Tensor Factor Double Deconvolution. Basée sur la NTF présentée au début de cette
section, les auteurs proposent d’intégrer deux opérateurs de décalage temporel
et fréquentiel et d’apprendre un dictionnaire défini sur l’ensemble des pistes. Ils
proposent deux fonctions de coût (et donc deux algorithmes d’optimisation) : les
moindres carrés et la divergence Kullback-Leibler.

3.5 Discussion sur le nombre d’atomes

Une question récurrente à propos de l’apprentissage de dictionnaire concerne le
nombre d’éléments du dictionnaire à identifier. Pour des algorithmes de partition-
nement dur comme K-Means, nous parlons du nombre de partitions ; pour des
algorithmes de décomposition matricielle, c’est le nombre d’atomes et la taille de
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l’espace latent. Ces paramètres des algorithmes sont souvent critiques concernant la
qualité de la décomposition obtenue et ils sont très dépendants de la tâche. La sélec-
tion de ces paramètres va grandement influencer le résultat de l’algorithme. Dans le
cas d’un nombre faible d’atomes ou de partitions par exemple, chaque partition ou
atome résumera un grand nombre d’exemples et sera donc peu fin. À l’inverse, si
ce nombre est grand, chaque atome ou partition sera plus spécialisé et précis, mais
rendra l’interprétation du résultat plus difficile.

Il n’existe pas, à notre connaissance, de méthode automatique pour fixer a priori ces
paramètres 6. Les processus mis en place font soit appel à des experts du domaine
pour le déterminer, soit se basent sur des critères de qualité a posteriori (distances,
vraisemblance, etc...) du partitionnement obtenu. Nous verrons dans cette partie
quelques exemples de ces deux approches.

3.5.1 Fixé par les experts

La première façon de déterminer le nombre de partions, d’atomes ou d’éléments
du dictionnaire est de faire appel à des experts pour fixer une valeur raisonnable.
Ce peut être une valeur exacte qui est connue : par exemple dans la séparation de
source musicale, le nombre d’instruments à séparer est connu : c’est simplement
le nombre d’instruments différents présent dans le signal sonore original [SO06].
Dans les cas où le nombre exact d’éléments est inconnu, une valeur (ou un intervalle
de valeurs) raisonnable peut être fixée. La qualité du partitionnement (ou de la
décomposition) est jugée a postériori par un expert [Bri+15].

3.5.2 Méthodes automatiques

La seconde manière de déterminer la taille de l’espace de représentation se basent
sur des critères de qualité a posteriori du résultat des algorithmes. Cette valeur
est calculée pour plusieurs tailles de représentation et la valeur qui minimise ou
maximise le critère est retenue. Dans un problème de reconstruction, le critère
pourrait être simplement le coût final de reconstruction. Cependant, cette approche
mène à du sur-apprentissage. Le partitionnement parfait du point de vue coût de
reconstruction étant celui où chaque point de donnée appartient à une partition
différente. D’autres critères doivent être envisagés. Des stratégies existent pour
calculer automatiquement un score de qualité du partitionnement mais nous notons
ici que ces stratégies se font a posteriori : après l’apprentissage du modèle, la qualité
du partitionnement est évaluée. Nous listerons ici les plus populaires.

6. Sauf la méthode du pouce, présentée dans la suite de cette section, permettant d’obtenir a priori
l’ordre de grandeur de la taille de l’espace latent.
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Méthodes naïves

Les méthodes les plus simples utilisent des heuristiques pour fixer la taille de l’espace
latent. La première que nous présentons ici, nommé la règle du pouce (rule of thumb)
[KDM13], définie cette taille comme :

Z =

√
N

2 (3.16)

avec N le nombre d’exemples du jeu de données. Cette règle est très naïve mais
permet de d’obtenir a priori l’ordre d’idée de la valeur du paramètre Z, la taille de
l’espace latent.

Des méthodes graphiques peuvent aussi être utilisées. La méthode du coude (elbow
method) [KDM13] permet de déterminer la taille de l’espace latent pour laquelle
un équilibre entre la perte d’information lié à la décomposition et le nombre de
paramètre du modèle.
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Fig. 3.4: Illustration de la méthode du coude. A gauche, déterminer le paramètre où le
coude (elbow) est visible est simple. A droite, la position est ambigüe car aucun
coude n’est visible.

Méthodes basées sur les distances

Des méthodes calculant le score de qualité de chaque modèle basé sur les distances
intra et inter partition font l’hypothèse que les partitions doivent regrouper des
points proches entre eux et distant des points des autres partitions. [Gan+18] utilise
le DB index introduit par [DB79] :

DBI = 1
k

k∑
i=1

maxj;j 6=i(
ei + ej

Dij
) (3.17)
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avec k le nombre de partitions, ei la distance moyenne intra-partition de la partition i
et Dij la distance inter-partition moyenne entre le partition i et j. On veut minimiser
ce critère, c’est-à-dire maximiser la distance inter-partition et minimiser la distance
intra-partition. Dans le même esprit, nous pouvons citer le Dunn index [Dun73] :

Dul(i) = minx(minj;j 6=i

(minx∈Ci,y∈Cjd(x, y))
maxk(maxx,y∈Ck

d(x, y))) (3.18)

avec d(x, y) la distance entre l’observation x et y. Il est semblable au BD index
mais en utilisant la distance inter-partition minimale à la place de la moyenne
des distances et le maximum de la distance inter-partition au lieu de la moyenne
des distances. [Cla02] présente K-means Iterative Fisher (KIF), un algorithme de
partitionnement hiérarchique pour lequel le critère de Fisher est utilisé pour évaluer
la qualité du partitionnement. Ce critère, lui aussi défini par un ratio entre une
distance intra-partition et une distance inter-partition, fait, comme le critère du
Lambda de Wilks [Sap90], l’hypothèse que les observations suivent une loi normale
multi-dimensionnelle. Enfin, le XB index [XB91] :

XBI =
∑

i

∑
x∈Ci

d2(x, µi)
n ∗mini,i 6=jd2(µi, µj) (3.19)

avec n le nombre d’observations dans le jeu de données et µi le centre de la partition
i.

Méthodes basées sur la vraisemblance

Les méthodes basées sur la vraisemblance proposent de calculer la vraisemblance des
données par rapport à chaque modèle. L’hypothèse sous-jacente est que le modèle à
sélectionner est celui qui aurait vraisemblablement généré les données observées.
Les deux méthodes les plus utilisées étant le critère d’information d’Akaike (Akaike
Information Creterion en anglais abrégé AIC) proposé par Akaike en 1973 [AKA73 ;
Aka98] et le critère d’information bayésien (Bayesian Information Creterion en
anglais abrégé BIC) proposé en 1978 [Sch78]. Ces critères sont définis :

AIC = 2 ∗ k − 2 ∗ ln(L) (3.20)

et
BIC = k ∗ ln(N)− 2 ∗ ln(L) (3.21)

avec L le maximum de la fonction de vraisemblance du modèle, k le nombre de
paramètres du modèle et N le nombre d’observations des données. Le critère BIC,
dérivé du critère AIC ajoute la prise en compte du nombre d’observations afin de
sélectionner le modèle possédant le minimum de paramètres.
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En pratique, différents partitionnements sont appris en variant le nombre de parti-
tions, les critères ci-dessus sont calculés pour estimer la qualité du partitionnement
appris et le partitionnement qui minimise ou maximise le critère est sélectionné.

3.6 Conclusions

Durant cette thèse, nous allons nous intéresser aux méthodes d’apprentissage de
représentations semi-explicites dans le cas non-supervisé. L’explicabilité des modéli-
sations et des décisions est une propriété primordiale dans les systèmes touchants la
population. De plus, l’aspect critique des données sur la vie privée des usagers limite
la disponibilité de données d’évaluation et de supervision (peu d’information sur
chaque usager). Nous nous baserons principalement sur le modèle de factorisation
matricielle non négative (NMF). Comme nous l’avons vu, sa flexibilité permet d’ajou-
ter différentes contraintes sans déstabiliser l’apprentissage du modèle. De plus, le
dictionnaire est interprétable et la reconstruction purement additive assure une inter-
prétation simple de chaque reconstruction. Par nature, le modèle est orienté données,
il ne fait aucun a priori sur la forme des motifs à découvrir et est particulièrement
adapté pour des tâches de séparation de sources.

Comparé aux autres méthodes présentées ici, la NMF représente un bon compromis
pour notre cas d’étude : elle est particulièrement robuste au bruit (plus robuste que
les méthodes PCA [Ren+18] ou shapelets) ; elle est efficace même pour des jeux de
données de taille limitée (contrairement aux méthodes de type réseau de neurones) ;
enfin, l’expressivité du modèle permet de découvrir des phénomènes complexes
sous-jacents et potentiellement corrélés que les méthodes de type partitionnement
ne peuvent capter.

Dans nos expériences, nous utiliserons deux méthodes de sélection de la taille de
l’espace latent. La première est l’approche classique d’évaluation qualitative du
résultat de la décomposition par des experts (voir la partie 3.5.1 de ce chapitre).
Nous observons le dictionnaire obtenu et l’évaluons selon la diversité et la couverture
des différents comportements à identifier. La seconde est plus classique en traitement
de données : nous séparons les données en un jeu d’apprentissage et un jeu de
test. La matrice de pondérations et le dictionnaire de la factorisation matricielle
non-négative sont appris sur le jeu d’apprentissage, la matrice de code du jeu de test
est ensuite estimée avec le dictionnaire fixé. Cette approche a posteriori nécéssite
d’apprendre le modèle avec différentes valeurs de taille d’espace latent et est donc
coûteuse d’un point de vue calculatoire, mais permet de précisément estimer le sur-
apprentissage du modèle. Nous sélectionnons finalement le paramètre qui minimise
l’erreur sur le jeu de test.
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4Modélisations des usagers

„Le comportement humain découle de trois
sources principales : le désir, l’émotion et la
connaissance.

— Platon
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Dans ce chapitre, nous nous intéressons à la modélisation des usagers d’un réseau
de transports urbains. Comme nous l’avons détaillé dans la partie 2.3.2, cette tâche
a pour objectif de comprendre et d’analyser le comportement de chaque individu
sur le réseau. La qualité de la modélisation apprise est cruciale que ce soit pour
l’analyse directe de cette modélisation ou pour être utilisée dans des tâches plus
complexes comme du partitionnement ou de la prédiction. Les applications indus-
trielles associées incluent l’adaptation des offres de transport, la recommandation
personnalisée de destination ou de parcours à l’utilisateur, etc. Les principaux verrous
scientifiques concernant cette tâche sont surtout liés à la parcimonie (chaque usager
à relativement peu de déplacement par jour / semaine par rapport à une station) et
au manque d’étiquetage sémantique des données (la raison et le contexte associé à
chaque trajet sont inconnus) représentant une limite pour l’évaluation des méthodes
proposées.
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À partir des logs des usagers (voir eq. 2.1), c’est-à-dire de signaux élémentaires,
abstraits et bruités, nous nous intéressons ici à une modélisation temporelle de leur
comportement. Pour ce faire, nous introduisons plusieurs hypothèses fondamentales
dont nous reparlerons durant les contributions de cette thèse. (1) Nous voulons faire
émerger des motifs temporels partagés caractéristiques de l’activité de chacun des
utilisateurs du réseau. Dans le cas particulier des réseaux de transports, nous nous
appuyons (2) sur la forte régularité des phénomènes pour identifier et extraire ces
comportements. En effet, (3) nous faisons l’hypothèse que chaque passage dans le
réseau est motivé par une activité sous-jacente que nous voulons identifier. Chaque
activité étant réalisée régulièrement (partir au travail, sorties récréatives, etc.), nous
voulons la définir par une distribution caractérisant à la fois le moment de réalisation
(par exemple 10h16 en moyenne) et la régularité du phénomène (par exemple : plus
ou moins 20 minutes.).

Pour être résistant au bruit et offrir une interprétation riche des phénomènes en jeu,
ces motifs doivent être partagés entre les usagers. En effet, les comportements qui
nous intéressent ici ne sont pas uniques à chaque utilisateur : une majorité d’entre eux
vont au travail, ont des déplacements liés aux sorties récréatives, etc. Nous utilisons
cette information pour introduire la notion de comportements partagés. C’est ce
partage qui nous permet d’extraire des comportements robustes et représentatifs.
Cette approche, proche du filtrage collaboratif, est une méthode qui a fait ses
preuves pour l’extraction de profils, notamment dans le cadre de la recommandation
([Kor+09b]).

Dans une précédente contribution [Pou+16], nous nous étions intéressés à cette
problématique. À partir de ces hypothèses, nous avions mis-en-œuvre une factorisa-
tion matricielle non-négative (NMF) pour identifier des comportements partagés. En
partant de la distribution temporelle de départ de chaque utilisateur, nous extrayons
un dictionnaire d’atomes (les comportements partagés) et une matrice de code
(pondérations de chaque atome pour chaque utilisateur). Cependant, les compor-
tements extraits n’étaient pas totalement satisfaisant : le modèle extrait un même
comportement autant de fois qu’il y a d’heures différentes de réalisation (un com-
portement pour le départ au travail à 8h, un autre pour un départ à 8h30). Ceci
n’est pas souhaitable, car nous devons extraire un grand nombre de comportements
identiques et redondants 1. Nous voudrions qu’un comportement soit modélisé une et
une seule fois et qu’il puisse être recalé de manière différente pour chaque utilisateur.
De plus, les atomes du dictionnaire représentent des activités se déroulants sur la
journée entière : notamment certains atomes représentent une activité en début
de journée et une autre en fin de journée (départ et retour du travail). Ces deux

1. Les comportements identiques dont nous parlons ici le sont du point de vue de la variance de la
distribution temporelle de départ. Ils diffèrent l’un de l’autre sur l’heure de réalisation mais ont une
forme et une variance identique.
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comportements sont naturellement corrélés et le modèle les identifie conjointement.
Cependant, ce partage limite l’expressivité des modélisations puisque chaque usager
ayant un comportement matinal devra (selon le modèle) avoir le comportement
correspondant en fin d’après midi, limitant la diversité des modélisations. Nous
voulons que la description de chaque comportement soit limitée dans le temps,
c’est-à-dire qu’un même atome n’explique qu’une période réduite de la journée et
ainsi, expliquer le comportement du début de journée et de fin de journée par deux
atomes disjoints.

Dans la littérature, la convolution est une méthode naturelle pour mettre en œuvre
de l’invariance temporelle. Comme nous l’avons vu dans le chapitre 3, la convolution
permet d’extraire des motifs de taille réduite et de les replacer, indépendamment de
leur position dans les données originales. De part l’aspect modulable des réseaux
de neurones, ce type de transformation est particulièrement adapté à ces modèles.
Dans le cas non-supervisé, des auto-encodeurs convolutifs [Tew+17] sont proposés.
On retrouve aussi la convolution dans d’autres familles de modèles comme la fac-
torisation matricielle non-négative [SM06]. Dans notre cas, la convolution est une
contrainte trop lâche. Nous voulons que chaque motif soit replacé au maximum une
fois par exemple, facilitant l’interprétation de la représentation des usagers apprise
par le modèle. Bien sûr, il est possible de contraindre la convolution pour que chaque
motif soit replacé le minimum de fois par usager. Cependant, puisque nous voulons
au maximum un recalage par motif et par exemple, cette contrainte est difficile à
appliquer sans trop déstabiliser l’apprentissage du modèle. Une méthode originale
est requise pour traiter cette problématique.

Notre principale contribution pour la modélisation des utilisateurs d’un réseau de
transport concerne ces deux aspects. En partant du constat que les comportements
partagés ont un moment de réalisation variable selon les utilisateurs, nous introdui-
sons ici la notion d’invariance temporelle unique des motifs extraits. Ces derniers
ont une forme 2 invariante quel que soit le moment de réalisation d’un utilisateur
particulier. Ils doivent donc ensuite être personnalisés pour chaque utilisateur, pour
s’adapter à sa variabilité personnelle. Cet aspect nous permet de retrouver des motifs
indépendamment de leur position temporelle, impliquant une factorisation plus forte
et donc, plus de robustesse. Nous n’utilisons pas de mécanismes de convolution pour
pouvoir contrôler le mieux possible le nombre de recalage par motifs. De plus, pour
limiter le support temporel des atomes, nous introduisons une nouvelle taille de
dictionnaire : chaque comportement est modélisé par un atome de taille réduite (de
l’ordre de quelques heures) ce qui nous permet de contraindre le modèle à apprendre

2. Nous parlons ici de forme à la place du terme variance car nous présentons des méthodes
orientées données alors que variance fait plutôt référence à des approches par modèle mathématiques
de type gaussiennes. Les comportements sont intégralement appris sans a priori à partir des données
et peuvent donc avoir n’importe quelle forme.
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des comportements temporellement concis et facilite l’étape de personnalisation de
chacun d’eux pour chaque utilisateur.

Nous présentons une méthode d’extraction de ces comportements temporels partagés
et invariants temporellement ainsi qu’une extension de ce modèle permettant de
traiter l’aspect spatial du problème. En effet, si la composante temporelle est traitée
au travers des comportements ou motifs extraits, nous n’avons pas encore parlé ici
de la modélisation spatiale des utilisateurs. Deux solutions sont envisageables pour
aborder cet aspect. La première est une projection dans l’espace des comportements
temporels, fait a posteriori de l’apprentissage du modèle. La seconde proposition
est de considérer directement l’espace dans la modélisation durant l’apprentissage
du modèle. Nous nous intéressons donc ici à l’identification de comportements
définis temporellement et présentons dans la suite de ce chapitre les deux méthodes
envisagés pour traiter l’aspect spatial du problème.

Dans l’exploitation des données de transport, la modélisation (1) du système et
(2) des utilisateurs est un problème crucial. Nous avons vu que c’est la qualité de
cette modélisation qui permettra ensuite, de caractériser les objets ou de réaliser des
tâches de partitionnement ou de prédiction. Par modélisation, nous entendons ici
l’extraction d’informations sémantiques à partir des données brutes. Nous souhaitons
proposer une méthode généraliste, c’est-à-dire qu’elle doit être suffisamment large
pour pouvoir capter l’ensemble des comportements attendus en préservant une
capacité de découverte de phénomènes non-répertoriés et suffisamment restreinte
pour être interprétable et robuste. De plus, c’est la modélisation du comportement
des usagers qui nous intéressera. Dans ce sens, les données que nous manipulons
sont parcimonieuses (peu de logs dans une journée d’un utilisateur) et multi-échelles
(d’un utilisateur à l’autre et d’une activité à l’autre).

4.1 Contribution 1 : Time-Shift Nonnegative Matrix
Factorization (TS-NMF)

Dans cette première contribution, nous proposons le modèle Time Shift - Nonne-
gative Matrix Factorization (TS-NMF) pour modéliser les usagers d’un réseau de
transport urbain. Ce modèle extrait des comportements partagés par les usagers
et invariants en translation. C’est-à-dire que chaque comportement n’est modélisé
qu’une fois, pour être ensuite recalé (translaté sur l’axe temporel) pour chacun des
usagers. Chaque utilisateur sera exprimé comme une composition ou une somme
pondérée de ces comportements. L’aspect partagé des activités extraites a montré de
bonnes propriétés de modélisation et de débruitage [Pou+16] et l’introduction de
la contrainte d’invariance temporelle permet une factorisation encore plus forte car
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moins redondante. Au final, les activités identifiées sont moins nombreuses, donc
mieux partagées et mieux débruitées. Ceci implique une plus grande complexité mais
n’introduit pas (ou peu) d’hypothèses supplémentaires sur les usagers, garantissant
une bonne généralisation de la modélisation.

4.1.1 Formalisation du problème

X W

D

ɸ

i-ème ligne D

U

T

U

Z

U

Z

Z

T2

Fig. 4.1: Diagramme de la TS-NMF. Formes des matrices de données (X) et de décom-
positions (W , D et Φ). La ième ligne de la matrice X représente l’activité d’un
usager particulier et est reconstruite par les vecteurs colorés des matrices de
décomposition.

Nous partons de données billétiques (voir partie 2.2.4) provenant d’un réseau de
transport urbain. Soit un ensemble de logs L = {`i}i=1,...,N avec `i = (`user, `location, `time).
Avec user l’identifiant unique d’un utilisateur, location l’identifiant unique d’une
station et time un moment de réalisation dénotant que l’utilisateur user a été ob-
servé à la station location au moment time. Pour un utilisateur donné, nous pouvons
agréger l’ensemble de ses logs sur une journée et donc obtenir la moyenne de son
comportement journalier sur l’ensemble de la période étudiée pour obtenir une série
temporelle de taille fixe (ici, une journée).

L’agrégation que nous utilisons ici représente une stratégie simple et efficace pour
lutter contre le bruit présent dans les données. En moyennant différentes réalisations
d’un même phénomène, nous estimons son espérance et réduisons le bruit. Dans ce
cadre, les activités sont mieux visibles mais toujours difficilement séparables (dans
le cas d’une superposition de plusieurs activités par exemple). La séparation de cette
série temporelle moyenne de chaque utilisateur avec un modèle de type factorisation
matricielle non-négative permet d’identifier les différentes activités grâce à l’aspect
séparation de sources du modèle (identification de chaque activité même si elles se
superposent) et à l’aspect partagé de celles-ci (une activité n’existe que si elle est
réalisée par plusieurs usagers différents - garantissant leur représentativité).

Concernant la discrétisation temporelle des séries, nous avons vu dans la partie 2.3.2
que dans la littérature, une discrétisation assez forte est utilisée (de l’ordre de la
demi-heure à l’heure). Ceci permet de réduire le bruit et la variabilité de chaque
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usager, mais supprime aussi de l’information pertinente (un comportement avec une
variance de 20 minutes sera indiscernable d’un comportement avec une variance de
5 minutes). Nous choisissons de discrétiser nos séries temporelles à 3 minutes. Le
bruit est donc toujours présent (et sera traité directement dans le modèle), mais la
description de chaque comportement reste précise.

Comme nous l’avons dit en introduction, dans cette première contribution nous
agrégeons l’espace pour nous intéresser uniquement à la caractérisation temporelle
de l’utilisateur. Nous stockons ces séries dans une matrice X ∈ RU,T avec U le
nombre d’utilisateurs et T la longueur de chaque série. X est donc de la forme :

Xt
u =

∑
`∈L `user = u ∧ `time = t

|`user = u|
(4.1)

La matrice X est donc une matrice positive ou nulle 3 représentant l’activité agrégée
sur l’ensemble des stations et l’ensemble des jours de chaque utilisateur, c’est à dire
sa distribution de probabilité journalière d’entrer dans le réseau. Nous proposons
d’utiliser une méthode de décomposition matricielle pour séparer pour chaque x ∈ X
(chaque utilisateur du système) les différents comportements ou activités latentes
responsables de ses mouvements.

Problème de reconstruction

D

Φu1

Φu

f(D, Φu)

1

0.3

0.8

W X̂
u

Fig. 4.2: Illustration d’une décomposition par la TS-NMF. A partir du dictionnaire D de
taille réduite et de Φu, nous construisons le dictionnaire dans la taille temporelle
originelle. Enfin nous utilisons la matrice de poids W , pondérant les atomes pour
obtenir la reconstruction.

Par rapport à un modèle de factorisation de matrices classique, nous introduisons ici
quatre nouveautés comme illustré sur la figure 4.2 :

La matrice de calage Φ ∈ RU,Z qui représente le placement de chaque atome du
dictionnaire (chaque comportement) pour chaque utilisateur. Elle permet ainsi
d’avoir, pour un même comportement, différentes heures de réalisation en
fonction de l’utilisateur.

3. Par abus de langage, nous utilisons dans la suite de cette contribution l’anglicisme non-négative
pour décrire des valeurs positives ou nulles.
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Une nouvelle taille de dictionnaire T2 : les comportements doivent expliquer une
période de temps réduite, nous introduisons donc une nouvelle taille pour le
dictionnaire T2 � T . Cette taille correspond à la fenêtre temporelle maximale
de l’activité décrite par chaque atome du dictionnaire.

La fonction de projection f : une fois les comportements identifiés, nous introdui-
sons un opérateur de projection f de ces comportements dans l’espace original
des données. Puisque qu’ils sont maintenant définis sur une période de temps
réduite T2, nous avons besoin, pour chaque utilisateur de les projeter dans
l’espace original T . Cette opération est effectuée à partir du dictionnaire D
et de la matrice de calage Φ. Pour chaque utilisateur u et chaque atome z, la
fonction f renvoi l’atome dans l’espace original décalé de Φu(z) vers la droite.
Ce décalage est effectué à partir de la gauche de chaque atome.

Le centrage des atomes du dictionnaire. Dans un souci de comparabilité entre
les atomes du dictionnaire et pour limiter le risque de découverte de plusieurs
atomes similaires mais décalés, nous souhaitons que ceux-ci soit centrés, c’est-
à-dire qu’ils doivent atteindre leurs valeurs maximales à l’indice central : T2

2
(voir figure 4.5).

Formellement, pour un usager u et un pas de temps t précis, la reconstruction
s’écrit :

x̂u(t) =
Z∑

z=0
Wu(z) ∗ f(Dz,Φu(z))(t)

=
Z∑

z=0
Wu(z) ∗

Dz(Φu(z)− t), si Φu(z)− t ≥ 0 ∧ Φu(z)− t < T2

0, sinon

(4.2)

où Dz ∈ RT2 est l’atome z dans l’espace réduit, x̂u ∈ RT est la reconstruction de
l’usager u dans l’espace original et Dz(Φu(z)− t) est l’élement t de l’atome z dans
l’espace original, c’est à dire décalé de Φu(z), le décalage dans l’espace original
personnalisé de l’atome dans l’espace réduit z pour l’usager u.

Nous formulons donc notre problème d’apprentissage selon un critère de minimisa-
tion de l’erreur de reconstruction :

W ?, D?,Φ? = arg min
W,D,Φ

||(X − X̂)2||F avec

∀u ∈ U : X̂u =
Z∑

z=0
Wu(z) ∗ f(Dz,Φu(z))

(4.3)

Comme dans une NMF classique, nous avons W ∈ RU,Z la matrice de code (la pon-
dération de chaque atome du dictionnaire pour chaque utilisateur) et le dictionnaire
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D ∈ RZ,T2 (l’ensemble des comportements partagés). Z étant la taille de l’espace
latent (le nombre d’atomes du dictionnaire à identifier). Nous faisons apparaitre ici
la matrice Φ et la fonction de projection f , propres à notre proposition.

4.1.2 Apprentissage du modèle

Nous avons défini le modèle, nous allons maintenant présenter son algorithme
d’optimisation. Nous faisons face à plusieurs difficultés auxquelles nous devons
apporter des solutions : les données à traiter sont parcimonieuses et les atomes
doivent être extraits de manière temporellement invariante. À partir de l’algorithme
traditionnel de la NMF, optimisé par descente de gradient, nous voulons (1) définir
une fonction d’optimisation pour la matrice de calage (Φ) et (2) assurer la robus-
tesse de l’algorithme global. Concernant la fonction d’optimisation du calage, nous
pourrions mettre en œuvre une méthode de type convolutionnel par descente de
gradient, cependant, dans notre cas chaque atome ne peut être réalisé qu’une et
une seule fois par utilisateur, rendant l’approche convolutionnelle difficile à mettre
en œuvre. Nous choisissons une méthode gloutonne inspirée du matching pursuit
[MZ93]. Pour chaque utilisateur et chaque atome, nous effectuons une recherche
locale pour trouver la position qui minimise le coût d’apprentissage. Donc, en partant
du problème de reconstruction, nous pouvons poser notre fonction de coût :

Loss = (X − X̂)2 + λW ∗
1

U ∗ Z
||W ||2 (4.4)

Cette fonction est une composition entre le coût de reconstruction ((X − X̂)2) et la
parcimonie de la reconstruction (λW ∗ 1

U∗Z ||W ||2). Avec λW permettant de régler
l’équilibre entre ces deux termes. Nous précisons ici que, dans la partie parcimonie de
la reconstruction, nous divisons la norme L2 de la matrice W par U ∗Z afin d’obtenir
la norme moyenne pour chaque usager et chaque atome du dictionnaire. Ceci permet
de faciliter le réglage du paramètre λW puisque cette norme n’est plus dépendante
du nombre d’usagers du réseau ou du nombre d’atomes du dictionnaire.

L’algorithme d’apprentissage général est détaillé dans l’algorithme 4. Pour la mise
à jour des matrices de code et du dictionnaire, nous utiliserons une procédure
classique de descente de gradient alterné. Alternativement, nous fixons les matrices
Φ et D pour optimiser W , puis nous fixons Φ et W pour optimiser D. Concernant
l’optimisation de la matrice Φ de calage, comme nous l’avons dit en introduction,
nous proposons d’utiliser une méthode de Matching Pursuit, c’est-à-dire que pour
chaque atome, nous cherchons la position qui minimise la fonction de coût (recherche
locale). Pour nous assurer que ces activités aurons une sémantique proche pour tous
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Data: X ∈ RU×T
+ , Z, T2, maxiter, αΦ

1

X : la matrice de données,
maxiter : Nombre maximal d’itérations,
αΦ : taille de la fenêtre de recherche pour la
procédure de calage des atomes,
Z : le nombre d’atomes,
T2 : la taille de description réduite de chaque
atome.

Result: Matrices optimisées Φ, D et W

2 D,W,Φ = init(X,Z, T2) D et W initialisés aléatoirement, Φ régulièrement
distribué le long de la bande temporelle

3 for it ∈ 0...maxiter do
4 for u ∈ range(0, U) do
5 xu = X[u, .]
6 atoms = entropieDescroissante(D)

retourne les indexes des atomes dans l’ordre
décroissant d’entropie

7 for a ∈ atoms do
8 Φu,a = minimiseCoutLocalt(xu, Da)

identifie le placement optimal t dans une fe-
nêtre de taille αΦ

9 Wu,a = miseAJour_W (xu,Wu,., D,Φu,a)
Descente de gradient

10 xu = xu − f(Da,Φu,a)Wu,a

mise à jour de type Matching Pursuit
11 end
12 end
13 D = miseAJour_D(X,W,D,Φ)
14 D = centrageAtomes(D)

procédure de centrage des atomes pour les
rendre comparables

15 end
Algorithm 4: Algorithme d’apprentissage de la TS-NMF

les utilisateurs, nous réduisons l’espace de recherche (paramètre αΦ) dans lequel la
nouvelle position va être recherchée. Une activité identifiée sera recalée pour chaque
utilisateur, mais sa position ne peut pas varier de plus de αΦ de sa position d’origine.
Enfin, l’ordre de sélection des atomes durant l’étape de recalage est critique. Nous
voulons recaler en premier les atomes expliquant un comportement avec un support
temporel plus grand avant de caler les atomes représentants des comportements plus
ponctuels. Pour se faire, nous sélectionnons les atomes par entropie décroissante, les
atomes expliquant des comportements sur une grande période seront sélectionnés
en premier.
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Dans le but d’assurer la comparabilité des atomes extraits et de forcer le modèle à
apprendre des formes différentes pour chaque atome, nous ajoutons la contrainte
de centrage des atomes. En effet, sans cette contrainte, le modèle pourrait ap-
prendre plusieurs fois le même atome décalé. Nous avons caractérisé un atome par
la moyenne du moment de réalisation et la variance du comportement partagé qu’il
encode. En les centrant, nous fixons le moment de réalisation à une valeur fixe pour
tous les atomes (en l’occurrence T2

2 ) qui seront ensuite uniquement caractérisés par
leur variance. Chaque atome doit atteindre sa valeur maximale pour t = T2

2 . Ceci est
une contrainte dure que nous appliquons à chaque itération de l’algorithme.

Nous obtenons donc un modèle de type factorisation matricielle non-négative (illus-
tré par la figure 4.1), capable de modéliser des comportements partagés dans une
bande de temps réduite et de les recaler pour chaque utilisateur. Le dictionnaire D
regroupera tous les comportements partagés, W pondèrera chaque comportement
pour chaque utilisateur et Φ contiendra le calage de chaque atome pour chaque
utilisateur.

4.1.3 Expériences

Pour étudier les capacités de notre proposition dans un contexte réel, nous proposons
un ensemble d’expériences sur des jeux de données réelles. Cette section décrit les
données utilisées, notre méthode d’évaluation, les baselines auxquelles nous nous
comparons et les résultats obtenus.

Données et représentations

Pour ces expériences, nous nous focalisons sur l’exploitation de données provenant
de cartes d’abonnement du réseau de transport parisien (fournies par le Île-de-
France mobilité - anciennement STIF). Il est composé de 10000 utilisateurs réguliers
choisis au hasard correspondant à plus d’un million de logs. Comme nous l’avons
vu précédemment (partie 4.1.1), nous vectorisons le problème et organisons la
représentation de chaque utilisateur dans une matrice X ∈ RU,T avec U le nombre
d’utilisateurs et T la longueur de chaque série. Nous choisissons une discrétisation
temporelle de 3 minutes, cette valeur est suffisamment grande pour réduire la taille
des données et suffisamment faible pour que de légères déviations de comportement
soient visibles. Au final, chaque utilisateur est représenté par un vecteur de taille
480. Pour assurer la comparabilité énergique de chaque utilisateur, nous normalisons
chaque vecteur de sorte que ∀u ∈ U

∑T
t=0Xu(t) = 1. Au final, la matrice de données

X est de taille (10000, 480).
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Évaluation

Nous présenterons des résultats qualitatifs et quantitatifs. L’évaluation des perfor-
mances des différentes approches n’est pas évidente. En effet, nous sommes face à
un problème de reconstruction, donc l’analyse quantitative du coût de reconstruction
(capacité de chaque approche à reconstruire chaque usager) est un élément impor-
tant à considérer. Pour présenter des chiffres pertinents et éviter le sur-apprentissage,
nous proposons un paradigme classique en apprentissage automatique : la séparation
apprentissage/test. Nous allons séparer l’ensemble des données en deux jeux dis-
tincts : (1) le jeu d’apprentissage utilisé pour optimiser les paramètres des modèles
et (2) le jeu de test, utilisé pour obtenir un score de performance sur des données
inconnues. Nous séparons la bande temporelle de chaque usager, le jeu de test sera
composé des mêmes utilisateurs que le jeu d’apprentissage, mais sur une période
non vue durant l’apprentissage. Il s’agit donc de prédire des validations inobservées.
Dans le même temps, nous cherchons à extraire des profils latents partagés qui ont
du sens pour l’ensemble du jeu de données. Dans ce sens, une analyse qualitative
des résultats obtenus est aussi réalisée.

Le jeu de données couvre la période de septembre 2015 à décembre 2015 (3 mois).
Nous séparons ces 13 semaines en 9 semaines pour l’apprentissage et 4 semaines
pour le test afin d’évaluer la capacité de reconstruction de chaque proposition.
Deux indicateurs sont présentés : l’erreur au sens des moindres carrés (MSE : eq.
4.4) qui est la fonction de coût optimisée et la vraisemblance moyenne (VM :
L =

∑T
t=0 x(t) ∗ x̂(t)). La première se focalise sur la différence de puissance entre

les données et la reconstruction, elle est robuste mais difficilement interprétable et
valorise le matching des périodes d’inactivité. Tandis que la seconde s’intéresse à la
capacité des modèles à correctement prédire l’activité future à travers les logs en
omettant les périodes vierges. Des résultats quantitatifs sur le jeu d’apprentissage
et sur le jeu de test sont fournis. Enfin, puisque par construction les données sont
normalisées (∀u ∈ U

∑T
t=0Xu(t) = 1), les reconstructions effectuées par chaque

modèle sont aussi normalisées et donc, les mesures sont comparables.

Baselines

Afin de comparer notre modèle à des approches de l’état de l’art, nous proposons
pour ces expériences quatre baselines classiques :

Modèle général est l’approche la plus simple. Ce modèle calcule la moyenne gé-
nérale de l’ensemble du jeu de données d’apprentissage. Nous savons que la
mobilité est un phénomène périodique (nous nous déplaçons globalement
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toujours aux même horaires.), nous tirons parti de ce constat pour modéliser
l’activité générale du système. Dans ce genre d’approche, aucun motif n’est
extrait et l’interprétation de la modélisation n’est pas évidente. La modélisation
est unique pour tous les utilisateurs. Formellement, nous extrayons le vecteur
x̂ pour lequel :

x̂t =
∑U

u=0Xu,t

U
(4.5)

Partitionnement K-Means La seconde approche envisagée sera une approche de
partitionnement. À partir de k (le nombre de partition) et X une matrice
de donnée, k profils correspondant à des groupes homogènes sont extraits.
À chaque profil correspondra un représentant dans la même forme que les
données. Ici, chaque profil correspondra à un motif unique sur 24h, c’est-à-dire
à un ensemble d’activités, pour l’ensemble des usagers de la partition. Chaque
utilisateur appartiendra à une et une seule partition. La représentation extraite
ne pourra pas mixer différentes habitudes pour une journée et ne pourra capter
certains phénomènes comme deux utilisateurs avec des habitudes similaires le
matin, mais différentes le soir.

Factorisation matricielle non-négative : Cette approche est la version originale
de la NMF. Nous proposons de comparer une version de notre proposition
sans contraintes ajoutées afin d’évaluer le gain de performances introduit par
celles-ci. De manière similaire à K-Means, les profils seront représentés sur 24h
et la composition de plusieurs habitudes sera difficile à identifier. Cependant,
le partitionnement étant doux (un utilisateur appartient à plusieurs profils
pondérés), la modélisation extraite devrait être plus précise (voir la partie
3.4.3 pour plus de détails.).

Gaussian mixture Model Enfin, nous construisons un modèle de caractérisation
des utilisateurs très robuste. Dans cette approche, nous reprenons les hypo-
thèses de notre proposition pour construire un dictionnaire très expressif qui
ne sera pas appris. La forme des activités est imposée : une gaussienne. Nous
multiplions les atomes disponibles en considérant plusieurs moyennes et plu-
sieurs écart types. Nous n’avons plus besoin de chercher à recaler chaque
activité, puisque le décalage est maintenant contenu dans le dictionnaire. Les
usagers seront décrits grâce à cette base. Nous générons donc un large diction-
naire de gaussiennes (4 déviations standards (2, 12, 22 et 32 minutes) pour
chaque pas de temps des données (480 pas de temps). Nous avons donc 1920
motifs dans le dictionnaire.). Ensuite, chaque utilisateur est décomposé par
rapport à ces motifs de manière parcimonieuse grâce à l’algorithme LASSO
(régularisation L1). De manière à gérer efficacement le bruit et obtenir des
représentations interprétables, nous définissons le nombre de gaussiennes à
trouver par utilisateur à 5. Cette approche ne procède donc à aucune extrac-
tion de dictionnaire, celui-ci est fixé. La grande taille du dictionnaire rend ce
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modèle très expressif, mais la comparaison entre les comportements n’est pas
évidente. En conséquence, les activités sont difficiles à interpréter et à analyser.

Résultats d’expériences - Quantitatif

MSE - Model # param. App(Mean(std)) Test(Mean(std))
Modèle Général 0 0.033 (0) 0.040 (0)

KMeans (16 partitions) 15 339 0.027 (6.3e-6) 0.038 (1.5e-5)
GMM 14 628 690 0.023 (0) 0.050 (0)
NMF 130 224 0.024 (7.7e-5) 0.036 (6.7e-5)

TS-NMF 252 768 0.016 (5.8e-4) 0.042 (8.9e-4)
VM - Model # param. App(Mean(std)) Test(Mean(std))

Modèle Général 0 0.0038 (0) 0.0036(0)
KMeans (16 clusters) 15 339 0.010 (6.3e-6) 0.008 (5.7e-6)

GMM 14 628 690 0.027 (0) 0.018 (0)
NMF 130 224 0.013 (8.3e-5) 0.009 (3.8e-5)

TS-NMF 252 768 0.026 (9.3e-4) 0.016 (4.8e-4)
Tab. 4.1: Nombre de paramètres à optimiser pour chaque modèles, Coûts de reconstruction

en apprentissage et en test (MSE (moins est mieux) et vraisemblance moyenne
(plus est mieux) moyenne et variance sur 5 expériences.

Le tableau 4.1 résume les résultats obtenus en MSE et VM sur le jeu d’apprentissage
et le jeu de test. Comme il était attendu, le modèle général est celui qui obtient
les moins bons résultats. La vraisemblance moyenne est légèrement supérieure à
0.002, rendant sa performance comparable à un modèle uniforme (le modèle uni-
forme à une probabilité de log de 1

480 = 0.002 à chaque pas de temps et de fait,
une vraisemblance moyenne de 0.002). L’approche de partitionnement K-Means
obtient de meilleurs résultats en terme de MSE et particulièrement en terme de
vraisemblance moyenne (VM). De manière surprenante, les résultats de la NMF sont
très proches de ceux de K-Means, relevant son incapacité à reconstruire correctement
les données au niveau utilisateur. On voit ici qu’un prototype global (K-Means)
fonctionne aussi bien qu’un agrégat de prototypes (NMF) pour capter les compor-
tements des différents utilisateurs. Les hautes énergies sont aussi bien captées par
les deux approches et elles peinent à reconstruire les phénomènes marginaux. Le
tableau 4.1 montre que les deux approches obtenant les meilleurs résultats sont la
mixture de gaussienne et notre proposition : la TS-NMF. Les scores en vraisemblance
moyenne sont très proches. En MSE, la TS-NMF montre une meilleure capacité à
reconstruire les données d’apprentissage, mais les deux approches montrent des
signes de sur-apprentissage menant à une dégradation des performances sur le jeu
de test. Finalement, la faible variance de l’ensemble des résultats présentés ici sur 5
expériences indépendantes montre la stabilité des algorithmes proposés.
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Fig. 4.3: Atomes extraits de la NMF
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Fig. 4.4: Top 10 atomes du Gaussian Mix-
ture Model

En regardant le nombre de paramètres à optimiser de chaque modèle (2ème colonne
du tableau 4.1), nous voyons que la NMF utilise 10 fois plus de paramètres que
K-Means pour obtenir des résultats comparables, ce qui confirme l’inaptitude de la
NMF à apprendre des données à l’échelle de l’individu. La TS-NMF utilise environ
2 fois plus de paramètres que la NMF classique, mais 50 fois moins que le modèle
de mixture de gaussiennes pour des résultats comparables. Le grand nombre de
paramètres du modèle GMM est dû au nombre de fonctions gaussiennes contenus
dans le dictionnaire et peu devenir un problème pour l’apprentissage de jeu de don-
nées plus volumineux. Malgré tout, ce modèle explique bien les données observées
(jeu d’apprentissage). On observe un phénomène de sur-apprentissage puisque les
résultats en test sont plus élevés. Pour résumer, notre proposition : la TS-NMF offre
un bon équilibre entre performances et nombre de paramètres à optimiser.

Résultats d’expériences - Qualitatif

Étant donné la tâche d’extraction de profils temporels des usagers, l’analyse qualita-
tive des résultats est importante. En effet, l’enjeu premier de la tâche est l’extraction
de sémantique à partir de données abstraites, bruitées et parcellaire. La figure 4.3
présente les atomes extraits par la NMF classique. Ceux-ci sont grandement corré-
lés, la majorité d’entre eux explique les mêmes périodes de la journée (matinée et
soirée). L’échec de ce modèle à correctement expliquer les données s’explique par
la variabilité des comportements humains ; l’algorithme a tendance à se focaliser
sur les périodes de forte énergie dans la journée et à expliquer de grands groupes
d’utilisateurs par un atome, sous-estimant la variance individuelle. La figure 4.4
présente le top 10 des atomes les plus utilisés du modèle de mixture de gaussiennes.
Ils sont tous similaires, avec une faible variance. Ce qui les différencie est l’heure de
réalisation de chacun d’eux. Ceci illustre la difficulté d’un étiquetage sémantique des
atomes de ce type de représentations : des comportements similaires sont distribués
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sur différents atomes, rendant l’interprétation difficile. Le point positif de cette
approche est que d’un point de vue qualitatif, plus la modélisation des utilisateurs
est fine, plus les atomes extraits sont précis. La figure 4.5 montre les atomes obtenus
par notre proposition : la TS-NMF. Il est à noter que la définition temporelle de ces
atomes n’est pas la même que celle des autres modèles. Nous sommes sur une bande
de temps réduite : 3 heures. Chaque atome représente donc une activité temporelle
de 3 heures pondérée et recalée pour chaque utilisateur. La flexibilité de notre
approche est bien exploitée : chaque atome présente une distribution temporelle de
départ différente : d’une distribution très ponctuelle (faible variance : 1er atome)
à une distribution plus lâche (grande variance : dernier atome). Certains utilisent
l’ensemble de la bande de temps disponible tandis que d’autres n’utilisent qu’une
plus petite partie. Les différentes entropies des atomes séparent les activités diffuses
des activités ponctuelles.

Finalement, pour illustrer l’intérêt du recalage des atomes (contenu dans la matrice
Φ) de la TS-NMF, la figure 4.6 montre l’histogramme de l’utilisation temporelle
de chaque atome par chaque utilisateur. Certains sont localisés sur des périodes
matinales (les premiers), d’autres se focalisent sur la soirée (les derniers) tandis
que certains sont utilisés durant de plus larges périodes. Ceci appuie la capacité
de notre modèle à capter des activités sémantiques et latentes. Au lieu de décrire
les utilisateurs par les atomes qu’ils utilisent, on peut les décrire par l’heure de
réalisation des atomes qu’ils utilisent. Par exemple, il est possible de grouper les
utilisateurs par rapport à l’heure de départ moyenne et la variance de l’activité
"départ au travail" (voir la partie suivante).

Enfin, la figure 4.7 montre la reconstruction d’un utilisateur sélectionné au hasard.
En haut de la figure, est présentée sa distribution temporelle de départ réelle, en
bas la reconstruction de notre modèle, chaque atome étant représenté dans une
couleur différente. Nous voyons bien ici la principale limite de notre approche, sur
laquelle nous reviendrons en conclusion et qui constitue une perspective de recherche
concernant ces travaux. Un même comportement est expliqué par plusieurs atomes,
complexifiant l’analyse de la reconstruction. Par exemple, sur la figure 4.7, le pic
du matin est expliqué par trois atomes différents. Ceci est attendu, du à l’aspect
séparation de source de la NMF et à la reconstruction par composition de différents
atomes. Cependant, un contrôle plus fin de ce partage d’informations constitue une
perspective pertinente pour ce modèle.
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Fig. 4.5: Atomes de la TS-NMF - Motifs d’acti-
vités partagés par les utilisateur. Dé-
finis sur 3 heures. Chacun est ensuite
recalé pour chaque utilisateur.
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Fig. 4.6: Distribution temporelle du calage de
chaque motif d’activité de la TS-NMF
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Fig. 4.7: Reconstruction de l’utilisateur 2620 par la TS-NMF. Données originale (en haut) et
reconstruction (en bas). Chaque atome est dans une couleur différente

Résultats d’expérience - Analyse qualitative au niveau du système

Pour aller plus loin, nous pouvons aborder une tâche de partitionnement du réseau
de transport. Nous montrons que les informations extraites au niveau utilisateur
peuvent être utilisées pour caractériser le réseau. Nous avons vu dans la partie
2.3.5 que cette tâche est une problématique classique en traitement de la mobilité ;
nous voulons rassembler les stations qui partagent des caractéristiques, des activités,
ou plus généralement, un comportement similaire. Ici, nous allons proposer un
partitionnement des stations de métro de Paris selon l’heure de départ de l’activité
‘départ au travail’. Partant donc des matrices apprise par le modèle TS-NMF W

(la force de chaque activité pour chaque utilisateur) et Φ (le calage de chaque
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activité pour chaque utilisateur), nous voulons projeter sur chacune des 300 stations
parisiennes l’heure moyenne de réalisation des utilisateurs utilisant cette station.

Formellement, nous voulons construire le vecteur correspondant à l’heure moyenne
de réalisation de l’activité ‘départ au travail’ pour chaque station du réseau. Nous
avons besoin pour chaque utilisateur de l’ensemble des stations qu’il a visitées. Par
simplification, nous projetterons l’heure de réalisation de l’atome considéré sur
l’ensemble des stations que l’utilisateur a parcouru. De plus, nous devons vérifier
que l’utilisateur utilise bien l’atome considéré avant de le projeter, c’est-à-dire, que
Wu,z > 0 pour l’utilisateur u et l’atome z. Une fois ce vecteur construit, nous utilisons
l’algorithme K-Means pour obtenir 5 partitions. Nous associons chaque partition de
stations à l’heure moyenne de réalisation de l’activité.

La figure 4.8 montre le partitionnement obtenu. On y voit bien une cohérence
spatiale (deux stations proches sont dans la même partition.) ce qui appuie la
cohérence du partitionnement obtenu. De plus, son analyse est intéressante. Nous
voyons que les stations qui regroupent les populations partant au travail le plus tôt
(partition triangles verts) sont situées dans la grande banlieue, puisque logiquement,
ils ont globalement un temps de trajet pour long. La petite couronne (partition
violette) part un peu plus tard. Ensuite, les stations utilisant l’atome de départ au
travail le plus tard (partition bleu clair) sont situées dans le centre-ville. Finalement,
on retrouve une partition bleu foncée composé de 2 stations, ce qui correspond à
une partition d’anomalies.

4.1.4 Conclusion

Dans cette contribution, nous avons proposé un algorithme d’apprentissage de
représentations explicites basé sur le modèle de factorisation matricielle non-négative
(NMF). L’approche proposée a montré de meilleures propriétés de modélisation que
les approches de l’état de l’art, de par la décomposition plus fine que les méthodes
de partitionnement et la contrainte d’invariance temporelle des motifs qui permet
au modèle de modéliser plus efficacement (avec moins d’atomes) les données.
Une fois extraits, ces atomes peuvent ensuite être utilisés pour de nombreuses
applications (analyse statistique, partitionnement des utilisateurs, partitionnement
du système.).

De plus, aujourd’hui, le stockage d’informations en temps réel dans le contexte
d’un réseau de transport représente un défi pour les opérateurs. Considérant l’aspect
compact des représentations apprises par rapport à leur représentation originale avec
une perte marginale d’information, cette approche peut aussi être utilisée comme un
outil de compression puissant pour répondre à ces problématiques.

4.1 Contribution 1 : Time-Shift Nonnegative Matrix Factorization (TS-NMF) 83



La perspective principale du travail suivant est d’intégrer directement l’aspect spa-
tial du problème dans la modélisation. Nous cherchons à capturer les régularités
temporelles et spatiales dans une modélisation intégrée, unifiée et élégante.
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Fig. 4.8: Partitionnement des stations de métro de Paris
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4.2 Contribution 2 : Time-Shift Nonnegative Tensor
Factorization (TS-NTF)

Au cours de cette seconde contribution, nous nous intéresserons plus seulement à la
tâche de modélisation des usagers d’un réseau de transport, mais à la caractérisation
simultanée des usagers et du réseau. Nous avons vu que ces deux tâches étaient
en général traitées indépendamment. Lors de notre précédente contribution, nous
avons modélisé les comportements du point de vue utilisateur, pour ensuite projeter
cette modélisation sur le réseau. Cependant, cette tâche n’est pas directe et requiert
du traitement supplémentaire pour identifier sur quelles stations projeter quels
comportements. Dans les données originales, les comportements bruts sont déjà
localisés, nous voulons tirer partie de la spatialisation des logs pour apprendre un
modèle capable de caractériser simultanément les comportements spatio-temporels
des usagers et de l’espace. De plus, intégrer les aspects spatiaux dans la factorisation
peut nous permettre d’isoler plus efficacement les activités par rapport à leurs
spécificités locales.

À notre connaissance, la modélisation simultanée des utilisateurs et de l’espace est
une tâche originale qui n’a jamais été traitée dans la littérature. Nous devons faire
face à une parcimonie encore plus marquée des données et à un aspect multi-echelle
plus délicat à traiter. Cependant, une fois le travail sur la TS-NMF effectuée (voir
contribution 1), son extension à l’aspect spatial du problème était une perspective
naturelle et prometteuse.

En partant d’un ensemble de logs réalisé par un ensemble d’usagers sur un réseau de
transport, nous maintenons l’hypothèse qu’il existe un ensemble de comportements
latents et partagés par ces usagers que nous voulons identifier. Ces comportements
sont caractérisés par leur distribution temporelle. Pour prendre en compte la variabi-
lité des usagers, ils devront pouvoir être recalés temporellement à la manière de ce
qui est proposé dans la contribution précédente.

Pour intégrer l’aspect spatial dans la modélisation, nous allons conserver l’infor-
mation spatiale des logs et ajouter une dimension au problème. La décomposition
devient dès-lors tensorielle et nous devons imposer de nouvelles hypothèses. L’ajout
de cette nouvelle dimension a deux conséquences : (1) les données sont encore
plus parcimonieuses que pour la TS-NMF puisqu’ils étaient agrégés spatialement,
(2) la nouvelle structure des données (représentation en tenseur) rend impossible
l’utilisation d’un modèle de type factorisation matricielle non-négative. Nous aurions
pu considérer chaque station indépendamment en appliquant la TS-NMF sur chacune
d’entre elle. Cependant, cette approche n’est pas souhaitable dû à la parcimonie des
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données que nous manipulerions. Nous introduisons donc le modèle TS-NTF (Time
Shift Nonnegative Tensor Factorisation) pour répondre à cette nouvelle tâche.

4.2.1 Formalisation du problème

X W
D

ɸ
i-ème ligne j-ième tranche D

U

T S

U

Z S

U

Z

Z

T2

Fig. 4.9: Diagramme de la TS-NTF. Formes des tenseurs de données (X) et de décomposi-
tions (W , D et Φ)

Soit un ensemble de logs L = {`i}i=1,...,N avec `i = (`user, `location, `time). Avec
user l’identifiant unique d’un utilisateur, location l’identifiant unique d’une station
et time un moment de réalisation dénotant que l’utilisateur user a été observé
à la station location au moment time. Pour un utilisateur donné, nous pouvons
agréger l’ensemble de ses logs sur une journée et donc obtenir la moyenne de
son comportement sur l’ensemble de la période étudiée pour obtenir une série
temporelle de taille fixe (une journée). Ici, l’espace n’est pas agrégé, chaque station
est représentée pour chaque utilisateur. Nous représentons le comportement agrégé
d’une journée de l’utilisateur sur l’ensemble des stations du réseau. Comme dans la
contribution précédente, nous discrétisons temporellement les séries à 3 minutes.
Cette valeur est suffisamment grande pour réduire la taille de chaque série tout en
décrivant finement les comportements. Nous stockons ces séries dans un tenseur
X ∈ RU,S,T avec U le nombre d’utilisateurs, S le nombre de stations et T la longueur
de chaque série. X est donc de la forme :

Xt
u,s =

∑
`∈L `user = u ∧ `time = t ∧ `location = s

|`user = u ∧ `location = s|
(4.6)

Le tenseur X est donc un tenseur positif ou nul représentant l’activité agrégée
sur l’ensemble des jours de chaque station pour chaque utilisateur, c’est à dire sa
distribution de probabilité journalière d’entrer sur chacune des stations du réseau.
Nous proposons d’utiliser une méthode de décomposition tensorielle pour séparer
pour chaque x ∈ X (chaque utilisateur du système) les différents comportements
responsables de ses mouvements.
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Problème de reconstruction

Par rapport à la TS-NMF, nous introduisons ici deux nouveautés :

Une nouvelle dimension pour la matrice de codeW qui contient l’aspect spa-
tial de la modélisation. Cette matrice devient un tenseur et code la force de
chaque comportement pour chaque utilisateur et chaque station.

le calage d’un comportement est identique pour toutes les stations d’un utilisateur
pour assurer la cohérence de l’interprétation du modèle. Un comportement est
défini par la forme de sa distribution de probabilité de départ, son heure de
réalisation et sa localisation pour chaque utilisateur.

Pour un usager u, une station s et un pas de temps t précis, la reconstruction s’écrit
donc :

x̂s
u(t) =

Z∑
z=0

W s
u(z) ∗ f(Dz,Φu(z))

=
Z∑

z=0
W s

u(z) ∗

Dz(Φu(z)− t), si Φu(z)− t ≥ 0 ∧ Φu(z)− t < T2

0, sinon

(4.7)

où Dz ∈ RT2 est l’atome z dans l’espace réduit, x̂s
u ∈ RT est la reconstruction de

l’usager u et de la station s dans l’espace original et Dz(Φu(z) − t) est l’élement t
de l’atome z dans l’espace original, c’est à dire décalé de Φu(z), le décalage dans
l’espace original personnalisé de l’atome dans l’espace réduit z pour l’usager u.

Finalement, nous posons notre problème de reconstruction :

W ?, D?,Φ? = arg min
W,D,Φ

||(X − X̂)2||Favec

∀u ∈ U, s ∈ S : X̂s
u =

Z∑
z=0

W s
u(z) ∗ f(Dz,Φu(z))

(4.8)

AvecW ∈ RU,S,Z le tenseur de code (la pondération de chaque atome du dictionnaire
pour chaque station et utilisateur.) et le dictionnaire D ∈ RZ,T2 (l’ensemble des
comportements partagés.) et Φ ∈ RU,Z la matrice de calage (le calage temporel de
chaque atome pour chaque utilisateur). Z étant la taille de l’espace latent (le nombre
d’atomes du dictionnaire à identifier).
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4.2.2 Apprentissage du modèle

Le modèle posé, nous présentons maintenant la méthode que nous proposons pour
l’optimiser. La principale difficulté, par rapport à la TS-NMF, est l’aspect parcimonieux
des données, puisque ici les données de chaque utilisateur sont dispersées sur les
stations du réseau. Nous détaillerons les réponses que nous apportons à ce problème
quand nous parlerons de l’apprentissage du dictionnaire. Dans un premier temps,
nous posons la fonction de coût à optimiser :

L = (X − X̂)2 + λW ∗
1

U ∗ Z ∗ S
||W ||2 (4.9)

Elle est de même forme que la fonction de coût de la TS-NMF (eq. 4.4). C’est une
composition entre la reconstruction ((X − X̂)2) et la parcimonie de l’espace de
représentation (λW ∗ 1

U∗Z∗S ||W ||2). L’équilibre entre les deux termes est réglé par le
paramètre λ. Nous précisons ici que, dans la partie parcimonie de la reconstruction,
nous divisons la norme L2 du vecteur W par U ∗ Z ∗ S afin d’obtenir la norme
moyenne pour chaque usager, chaque station et chaque atome du dictionnaire. Ceci
permet de faciliter le réglage du paramètre λW puisque cette norme n’est plus
dépendante du nombre d’usagers du réseau, du nombre de stations ou du nombre
d’atomes du dictionnaire. Cette procédure est semblable à l’algorithme d’optimisation
de la TS-NMF (alg. 4). Nous détaillerons ici les modifications faites pour répondre
aux nouvelles problématiques liées a l’introduction des tenseurs :

La mise à jour du dictionnaire D : nous proposons ici une alternative à l’optimi-
sation par descente de gradient. Dans le but de réduire la complexité globale
de l’algorithme, nous apprenons les atomes du dictionnaire par moyennage des
données qu’ils représentent, à la manière de K-Means. Nous notons ici que cette
optimisation est raisonnable grâce à la forte parcimonie des données, rendant
l’aspect séparation de sources de la descente de gradient moins critique. Pour
forcer la représentativité des atomes, nous travaillons sur l’agrégation spatiale
des données de l’utilisateur. Concrètement, le dictionnaire est mis à jour grâce
à la matrice Xagg ∈ RU×T qui est défini : Xaggt

u =
∑S

s=0X
t
u,s.

La mise à jour du calage Φ est toujours faite selon la même procédure que pour
la TS-NMF. Tout comme la mise à jour du dictionnaire, nous travaillons sur
la version agrégée des données de chaque utilisateur. Ici, nous voulons ca-
ler chaque comportement indépendamment de sa localisation spatiale. Un
comportement est donc temporellement stable quelle que soit la station de
réalisation.

La mise à jour du codeW est faite par descente de gradient. Il s’agit de pondérer
la force de chaque activité pour chaque utilisateur et chaque localisation.
Puisqu’une contrainte de parcimonie est appliquée à cette matrice (voir eq.
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4.9), nous voulons pondérer positivement le minimum d’activités. Les stations
où l’utilisateur a une faible présence auront un code avec une norme faible et
inversement.

Finalement, comme pour la TS-NMF, nous détaillons les contraintes supplémentaires
que nous appliquons au modèle. Chaque atome du dictionnaire doit représenter une
distribution de probabilité, dans ce sens, nous normalisons à chaque itération chacun
d’eux de sorte que ∀r

∑T2
t=0Dr(t) = 1. Pour permettre de comparer simplement et

rapidement les atomes du dictionnaire, nous les centrons de sorte que le maximum
de chaque atome doit être au centre de la bande temporelle. Enfin, pour s’assurer
de la cohérence sémantique des atomes extraits, ceux-ci ne pourront être recalés
qu’autour de la position globale (pour tous les utilisateurs) de cet atome (paramètre
αΦ). Le processus d’optimisation est résumé par l’algorithme 5.

Dès lors, nous voyons que l’analyse de la matrice W est intéressante puisqu’elle
permet de simultanément modéliser le réseau et les utilisateurs. L’analyse de W.,s

nous donne la distribution de comportements pour tous les utilisateur dans une
station particulière et à l’inverse Wu,. comprend la modélisation d’un utilisateur
particulier pour toutes les stations.

Nous proposons donc un algorithme de type factorisation tensorielle non-négative
permettant de modéliser simultanément les utilisateurs et les stations d’un réseau
de transport. Ces utilisateurs et stations seront modélisés comme une somme de
comportements partagés pouvant être recalés pour s’adapter aux variations entre
individus.
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Data: X ∈ RU×S×T
+ , Xagg ∈ RU×T

+ , Z, T2, maxiter, αΦ

1

X : la matrice de données,
Xagg : la matrice de données agrégée spatia-
lement,
Z : le nombre d’atomes du dictionnaire,
T2 : la taille de description réduite de chaque
atome,
maxiter : Nombre maximal d’itérations,
αΦ : taille de la fenêtre de recherche pour la
procédure de calage des atomes.

Result: Matrices optimisées Φ, D et W

2 D,W,Φ = init(X,R) D et W initialisés aléatoirement, Φ régulièrement
distribué le long de la bande temporelle

3 for it ∈ 0...maxiter do
4 for u ∈ range(0, U) do
5 xu = X[u, ., .]
6 xaggu = Xagg[u, .]
7 atoms = entropieDescroissante(D)

retourne les indexes des atomes dans l’ordre
décroissant d’entropie

8 for a ∈ atoms do
9 Φu,a = minimiseCoutLocalt(xaggu, Da)

identifie le placement optimal t dans une fe-
nêtre de taille αΦ

10 Wtu,a = miseAJour_W (xaggu,Wu,., D,Φu,a)
Mise à jour d’un Wu,a fictif pour le Matching
Pursuit.

11 xaggu = xaggu − f(Da,Φu,a)Wtu,a

mise à jour de type Matching Pursuit
12 for s ∈ S do
13 Wu,a = miseAJour_W (xs

u,Wu,s,., D,Φu,a)
Mise à jour du code de l’utilisateur u et l’atome
a par descente de gradient pour toutes les sta-
tions.

14 end
15 end
16 end
17 D = miseAJour_D(Xagg,W,D,Φ)
18 D = centrageAtomes(D)

procédure de centrage des atomes pour les
rendre comparables

19 D = normalisation(D)
procédure de normalisation des atomes pour
qu’ils expriment une distribution de probabilité

20 end
Algorithm 5: Algorithme d’apprentissage de la TS-NTF
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4.2.3 Expériences

Tout comme pour la TS-NMF, nous proposons dans cette partie des expériences sur
un jeu de données réelles. Dû au manque de baselines auxquelles nous comparer et à
la redondance de cette analyse par rapport à celle de la contribution précédente, nous
présenterons les données traitées et une analyse qualitative des résultats obtenus.

Données et représentation

Pour ces expériences, nous nous focalisons sur l’exploitation de données provenant
de cartes d’abonnement du réseau de transport parisien (fourni par Île-de-France
mobilité - anciennement STIF). Il est composé de plus de vingt millions de logs de
100000 utilisateurs réguliers choisis au hasard. Comme nous l’avons vu précédem-
ment (partie 4.1.1), nous vectorisons le problème et organisons la représentation
de chaque utilisateur dans un tenseur X ∈ RU,S,T avec U le nombre d’utilisateurs,
S le nombre de stations et T la longueur de chaque série. Nous choisissons une
discrétisation temporelle de 3 minutes, cette valeur est suffisamment grande pour
réduire la taille des données et suffisamment faible pour que de légères déviations
de comportement soient visibles. Au final, chaque utilisateur est représenté par une
matrice de taille 300 ∗ 480 (pour 300 stations et 480 pas de temps). Afin d’assurer
la comparabilité énergique de chaque utilisateur, nous normalisons chaque matrice
de sorte que

∑T
t=0

∑S
s=0 xs(t) = 1. Au final, le tenseur de données X est de taille

100000 ∗ 300 ∗ 480.

Analyse qualitative au niveau du système - Partitionnement de l’espace

Dans le même esprit que le partitionnement de l’espace que nous avions présenté
avec la TS-NMF (voir partie 4.1.3), nous proposons une carte des stations de métro
parisienne selon l’heure de réalisation de l’activité ‘retour du travail’.

Le partitionnement obtenu est présenté sur la figure 4.10. Tout comme le partition-
nement de la contribution précédente, sa validation n’est pas évidente (puisque la
vérité terrain n’est pas connue). Cependant, nous retrouvons la même organisation
que pour la figure 4.10 avec une organisation concentrique des partitions, reflétant
l’urbanisme centre-ville/banlieue. La partition bleue clair regroupe des stations de
banlieue tandis que la partition verte regroupe des stations plutôt centrale. La cohé-
rence spatiale est toujours présente, puisque qu’on observe des ‘paquets’ de stations.
Vu que l’activité du soir est moins binaire que l’activité du matin (il est possible que
des utilisateurs rentrent du travail chez eux, ou partent dans le centre-ville pour
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Fig. 4.10: TS NTF : Partitionnement des stations de métro parisien selon l’heure de réalisa-
tion de l’activité ‘retour du travail’

rejoindre des amis), le partitionnement est moins clair que celui de la figure 4.10.
Typiquement, ce genre de carte représente une information intéressante pour les
aménageurs de transport puisqu’elle leur permet de localiser les différents moments
d’activité des stations du réseau.

Analyse qualitative au niveau de l’utilisateur - Partitionnement

Dans un second temps, pour illustrer les mises en valeur possibles des utilisateurs
grâce à notre proposition : la TS-NTF, nous présentons un partitionnement des
utilisateurs. Pour que cette analyse soit visuelle et compréhensible, nous allons
légèrement changer de protocole expérimental : nous nous intéressons aux habi-
tudes de comportements d’un jour à l’autre de la semaine pour chaque utilisateur.
Par soucis de rapidité d’exécution, nous sélectionnons 1000 utilisateurs parmi les
100000 modélisés précédemment. Nous construisons le tenseur X ∈ RU∗5,S,T où
chaque utilisateur sera représenté par son lundi moyen, son mardi moyen, etc. Nous
modélisons donc 5 fois chaque utilisateur (un par jour de semaine). À partir du
modèle appris sur les 100000 utilisateurs, nous extrayons la représentation de chacun
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Fig. 4.11: TS NTF : Partitionnement des utilisateurs du métro parisien selon ses habitudes
de déplacement. À gauche, les centres des partitions (clair : très différents)

des 1000 utilisateurs considérés pour cette expérience (Wuser). La représentation
de chacun de ses jours est initialisée avec Wuser et la matrice de pondération est
ré-estimée pour chaque jour de la semaine. Ces nouvelles représentations (Wnew

user)
sont extraites et nous calculons la déviation de cette nouvelle représentation par
rapport à Wuser.

Nous obtenons pour chaque utilisateur un vecteur de taille 5 représentant la déviation
de la modélisation du lundi, mardi, etc. par rapport à sa représentation moyenne.
Cette modélisation représente donc la stabilité du comportement de cet utilisateur
selon le jour de semaine (plus la valeur est grande, plus le comportement diffère).
Nous aurions pu calculer cette même déviation directement sur les données, mais
nous notons ici que nous sommes (1) plus résistant au bruit (24 valeurs au lieu de
480), (2) indépendant des variations du moment de départ (si un utilisateur part
plus tard au travail le vendredi, cette information sera codée par Φ et n’apparaitra
pas ici). Une fois ces représentations extraites, nous utilisons un algorithme de
partitionnement (K-Means) pour trouver 12 partitions cohérentes.

Les résultats de cette expérience sont présentés sur la figure 4.11. Sur la figure de
gauche, nous voyons les centres des partitions identifiées par K-Means (une partition
par ligne, un jour par colonne). La couleur représente la force de déviation de chaque
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jour (foncé : faible déviation, clair : forte déviation). À droite est présenté le nombre
d’utilisateurs par partition correspondante. Plusieurs partitions semblent similaires
(partition 2, 6, 7, etc.) regroupant des utilisateurs qui ont un comportement stable
sur les 5 jours de la semaine. La partition 3 regroupe des utilisateurs ayant un
comportement différent le mercredi, probablement qui ne travaille pas ce jour-là.
De manière similaire, la partition 4 contient des utilisateur ayant un comportement
différent le jeudi, etc.

4.2.4 Conclusion

Nous avons présenté un modèle de modélisation des utilisateurs et des stations d’un
réseau de transport. Cette double modélisation constitue un challenge au vu de
la nature des données ; nous avions déjà énoncé que la parcimonie des données
représentait un enjeu de la modélisation des utilisateurs, nous sommes face ici à
une parcimonie encore plus forte. Ce modèle est basé sur la factorisation tensorielle
non-négative et constitue le prolongement du travail de la première contribution.
Nous avons vu que la parcimonie était gérée grâce à une agrégation spatiale opérée
durant l’optimisation du modèle.

Les perspectives de ce travail concernent la labellisation des comportements ex-
traits. En effet, le manque d’étiquetage des atomes du dictionnaire rend souvent
l’interprétation des résultats laborieuse.

4.3 Conclusion générale sur la modélisation des
utilisateurs d’un réseau de transport

Dans cette partie, nous avons traité la tâche de modélisation des utilisateurs d’un
réseau de transport. C’est une tâche originale, qui a été peu étudiée, les chercheurs
préférant s’intéresser directement à la modélisation des stations. La nature des don-
nées présentait un challenge dû à leur parcimonie (peu de données par utilisateur)
et au manque de sémantique associée (aucune information concernant le voyage ou
l’utilisateur).

Nous avons proposé deux modèles inspirés de la factorisation matricielle ou tenso-
rielle non-négative. Nous avons proposé des contraintes spécifiques aux propriétés
des phénomènes que nous voulons modéliser : des comportements partagés pour
assurer la robustesse de la décomposition, invariants temporellement pour s’adapter
à la variabilité des comportements humains et des contraintes liées à l’interprétation
des atomes du dictionnaire. Nous avons vu que d’un point de vue quantitatif, ces
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propositions offraient de bonnes performances. Arrivant à égaler des approches
très descriptives comme la mixture de gaussienne pour un nombre de paramètres
à optimiser bien inférieur (environ 500 fois dans notre cas). L’utilisation de ces
méthodes pour une problématique de stockage semble donc toute indiquée au vu
du gain de place obtenu (16 valeurs par utilisateur contre 480) et à la faible perte
d’information engendrée.

Même s’il est possible d’agréger a posteriori la modélisation niveau utilisateur sur le
système (voir partie 4.1.3), nous avons proposé une extension du modèle TS-NMF
pour modéliser conjointement les utilisateurs et les stations du réseau : la TS-NTF.
Ce qui représente une approche originale et pertinente de la modélisation globale
d’un réseau de transport.

Cependant, nous avons vu durant ce chapitre que la mise en valeur de la modélisation
n’est pas évidente. En effet, il n’existe souvent pas de vérité terrain à laquelle
nous comparer, ce qui constitue une limite à l’évaluation des méthodes mise en
œuvre. Pour faire face à ce problème, nous proposons d’étudier deux axes : (1) la
qualité de reconstruction des modèles (puisque nous sommes dans un problème
de reconstruction) et (2) l’analyse par des experts des partitionnements produits.
Cependant, indépendamment, ces indicateurs ne sont pas suffisants : un équilibre
est à trouver. Une modélisation parfaite ne nous intéresse que si de l’information
sémantique pertinente est extraite et à l’inverse une modélisation incapable de bien
représenter les données à reconstruire rendra toute interprétation qualitative inutile
et faussée.
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5Détection d’anomalies

„Our eyes only see the big dimensions, but beyond
those there are others that escape detection
because they are so small.

— Brian Greene
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Dans ce chapitre, nous nous intéressons à la tâche de détection d’anomalies. Cette
tâche constitue une problématique centrale dans le traitement de données de mobilité
car la détection en amont des congestions représenterait un outil de gestion du trafic
précieux pour les exploitants et les habitants de ces zones. La densification du trafic
entraine des perturbations à plus ou moins grande échelle ayant un fort impact sur
l’efficience économique de la ville [Wei+03] et plus généralement, la qualité de vie
et la santé des habitants [Lev+10].

97



Comme nous l’avons vu (voir partie 2.3.4.), la détection d’anomalies n’est pas une
tâche évidente puisque la définition même d’anomalie est sujette à débat. Dans ce
travail, nous reprendrons une définition classique de l’anomalie dans le domaine du
transport en l’a caractérisant comme une perturbation dans le réseau de transport par
rapport à un comportement typique [AG60]. Cette définition englobe les fermetures
temporaires de stations, les changements d’habitudes des utilisateurs (décalages
temporels, changement de domicile, de travail, etc.), l’interruption de trafic, etc.
Nous avons détaillé dans la partie 2.3.4 les principales méthodes misent en œuvre
pour le traitement de cette tâche.

Dans ce cadre, nous voulons montrer la pertinence d’une modélisation robuste pour
traiter des tâches complexes. Globalement, nous proposons quatre approches basées
sur le même protocole :

Modélisation de la normalité. Cette étape consiste à définir un modèle robuste de
modélisation du comportement normal. Plus ce modèle est robuste, plus il capte
le comportement habituel de la station, plus il est capable de correctement
discriminer les moments anormaux.

Comparaison entre chaque moment et le modèle. Ici l’enjeu consiste à fixer une
fonction de distance efficace entre chaque moment et le modèle de normalité
associé.

Définition d’un seuil à partir duquel un moment est étiqueté comme anormal.
Finalement, nous devons fixer une valeur de distance (entre un moment et son
modèle) à partir de laquelle un moment sera considéré comme trop déviant de
la normalité et donc anormal.

Nous notons ici que la robustesse générale de la méthode peut venir de la modélisa-
tion et/ou de la fonction de distance adoptée. Dans le cas d’un réseau de transport, le
comportement des utilisateurs est très variable, mais le comportement d’une station
est beaucoup plus stable, dû à l’agrégation effectuée par le grand nombre d’utilisa-
teurs les parcourant. Le modèle proposé devra donc être robuste pour distinguer
les variations normales des anomalies. De ce point de vue, nous pouvons préciser
notre définition d’anomalies comme une perturbation dans le réseau de transport
par rapport à un comportement typique caractérisée par un point de départ, une
zone d’impact et une durée.

Les trois premières approches que nous proposons impliquent l’apprentissage de
prototypes temporels journaliers de chaque station de métro et l’utilisation d’une
distance dénotant la compatibilité entre une période particulière et son prototype
associé. Nous faisons une hypothèse classique de stationnarité temporelle hebdo-
madaire des comportements. Nous introduisons deux baselines simples et robustes
reposants sur la modélisation du comportement moyen que chaque station pour
chaque jour. Ces deux approches seront très simples, n’offrant aucune plus-value
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interprétative mais robustes pour la modélisation de la normalité. La troisième
approche se base sur une version originale de factorisation matricielle non-négative.
Cette méthode extrait un dictionnaire de comportements typiques partagés par
les stations ainsi que les poids correspondants permettant la reconstruction d’un
profil débruité pour chaque station. Pour cette approche, nous voulons montrer la
robustesse des méthodes d’apprentissage de représentations par la compréhension
des différents comportements possibles en calculant les déviations directement dans
l’espace de représentation. Le principal avantage est l’aspect compact et débruité
de celles-ci. La dernière approche est un modèle orienté utilisateur dans lequel les
comportements anormaux sont détectés au niveau du log et au niveau de l’utilisateur.
Ces comportements anormaux sont ensuite agrégés temporellement et spatialement.
Cette approche constitue un changement de niveau pour la détection d’anomalies,
effectuée directement au niveau du log par un modèle utilisateur, le débruitage étant
réalisé par agrégation des anomalies utilisateurs. Cette approche est la plus lourde
(en temps de calcul et coût mémoire) et nécessite de pouvoir suivre les utilisateurs,
contrairement aux trois premières, pour lesquelles nous traitons directement le flux
de chaque station.

De plus, nous proposons dans cette contribution un nouveau paradigme d’évaluation.
Au vu de la démocratisation des réseaux sociaux et à leur utilisation massive, la RATP
(autorité de régulation des transports parisiens) publie sur son compte Twitter des
alertes en temps réel sur l’état du trafic. Nous avons déjà dit durant ce manuscrit que
l’évaluation des méthodes proposées est souvent limitée par le manque d’étiquettes.
Pour pallier cette limitation, nous proposons de récupérer ces tweets et de les utiliser
comme vérité-terrain partielle (les anomalies) pour évaluer les performances des
différentes approches. Ces données sont trop réduites et incertaines pour superviser
les modèles, mais sont suffisantes pour évaluer et mettre en évidence les forces et
faiblesses des approches proposées.

Nous présenterons des expériences sur des données réelles et nous montrerons que
l’approche par factorisation matricielle non-négative est très robuste dans la plupart
des situations que nous étudions ici, tandis que le modèle orienté utilisateur est
particulièrement efficace pour détecter de petits incidents.

Dans une première partie, nous présenterons la modélisation de la normalité pour
chacune des approches proposées, ensuite nous discuterons des mesures de distance
et de la définition du seuil de détection. Ensuite, dans la partie évaluation, nous
proposerons des résultats sur un jeu de données simulé et un jeu de données réel,
avant de conclure cette contribution.
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5.1 Propositions générales

Cette contribution se focalise sur la détection d’anomalies à partir de données
provenant de données billétiques dans un contexte non supervisé (nous ignorons
la normalité ou l’anormalité des moments.). Nous définissons dans ce travail une
anomalie comme un évènement spatio-temporel, attaché à une localisation et défini
par un début et une fin, correspondant à une déviation de l’activité d’une station
à un modèle typique. Nous nous focalisons sur de courtes anomalies se déroulant
lors d’une journée normale ; donc, les approches proposées utiliseront la journée
comme temporalité de référence. Les trois premières approches se basent sur des
modèles moyennés de chaque couple (jour, station). Le flux de données est très
bruité et l’agrégation de plusieurs exemples correspondants au même phénomène est
une stratégie standard de réduction de bruit (voir dans la partie 2.3.1.). Le dernier
modèle est orienté usager, nous allons modéliser la normalité spatiale de chaque
utilisateur, détecter les anomalies directement au niveau des logs et, comme pour
les approches précédentes, les agréger pour réduire le bruit.

Concrètement, en entrée de nos algorithmes, nous avons un ensemble de logs L
où chaque log est un triplet (user, location, time) dénotant le passage de l’utili-
sateur user à la station location au moment time. Se focalisant sur les couples
(jour, station), nous allons considérer l’agrégation sur les usagers des logs de chaque
station. Le vecteur xs,i ∈ NT rassemble l’activité pour une station s pendant le jour i.
Durant le reste de cette contribution, nous considérerons une période de 91 jours (3
mois, 13 semaines) et choisissons une discrétisation temporelle de 1 minute (donc
T = 1440 pas de temps pour 24h). Chaque dimension t du vecteur xs,i correspond
au nombre d’entrées (la fréquentation) dans la station s au jour i au moment t. Nous
notons X le tenseur contenant l’ensemble des matrices x. Nous cherchons à obtenir
un ensemble de journées durant lesquelles des anomalies se sont produites. Nous
comparerons les anomalies détectées par chaque approche.

Dans cette partie, nous nous appliquons à définir les quatre approches que nous
analysons ensuite.

5.2 Modèles basiques et agrégations

Une hypothèse de travail classique dans le traitement de la mobilité est la stationna-
rité temporelle hebdomadaire des comportements (voir chap. 2.3.1.), c’est-à-dire que
chaque station à un comportement spécifique dépendant du jour de la semaine. Nous
utilisons cette hypothèse pour définir nos deux baselines. L’objectif de ces modèles
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est donc d’apprendre un modèle moyen par couple (jour, station), c’est-à-dire 7
modèles par station du réseau.

5.2.1 Normalisation

Nous proposons ici deux baselines classiques pour cette tâche :

le modèle moyen brut (BL) qui contient la moyenne de chaque couple (jour, station).
Cette modélisation est particulièrement sensible aux variations de volume.

le modèle moyen normalisé (NBL) contenant la moyenne normalisée de chaque
couple (jour, station). Ce modèle est particulièrement sensible aux variations
de comportements.

La normalisation effectuée ici est essentielle pour deux aspects du problème : (1)
les stations sont multi-échelles entre elles, le nombre d’utilisateurs peut fortement
varier d’une station à l’autre et (2) les stations sont multi-échelles temporellement, le
nombre d’utilisateurs est très variable durant la journée, par exemple entre une heure
creuse à 15h et une heure de pointe à 19h. Si la version non-normalisée de ce modèle
est sensible aux changements de volume, les stations sont incomparables entre elles
(puisque le seuil de détection varie d’une station à l’autre) et les changements de
volume en heures creuses sont difficilement perceptibles. La version normalisée
permet d’obtenir un score d’anormalité comparable d’une station à une autre et est
moins pénalisée par de faibles perturbations en heures pleines.

5.2.2 Formalisation

Nous calculons donc :

x̄s,d ∈ NT = 1
13

∑
i|i mod 7=d

xs,i for d ∈ {1, . . . , 7} (5.1)

Nous obtenons pour chaque couple (station, jour) le modèle moyen brut. Nous
notons X̄ la matrice contenant l’ensemble de ces profils. Chaque entrée de cette
matrice est le nombre de logs moyen à une station, pour un jour donné et à un
pas de temps donné. Puisque le nombre de logs moyen par jour est positif (et varie
grandement d’une station à l’autre), cette modélisation sera sensible aux variations
de volume, c’est-à-dire à une baisse ou une augmentation du nombre de voyageurs.

Pour le modèle moyen normalisé, nous calculons :
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x†
s,i = x̄s,i

‖x̄s,i‖1
(5.2)

c’est-à-dire la version normalisée de la matrice X̄ définie précédemment. Chaque
profil pouvant être vu comme une fonction de densité de probabilité correspondant
à la probabilité d’observer un log à un moment t pour une station s et un jour i
donné. Cette modélisation devrait être capable d’identifier des anomalies plus fines
comme des changements de comportement (dans le cas d’une station proche qui
ferme par exemple).

Nous obtenons deux approches basiques et robustes se concentrant chacune sur
deux aspects différents de la modélisation : le volume pour le modèle moyen et le
comportement pour le modèle moyen normalisé.

5.2.3 Calcul de la déviation

Nous obtenons les matrices X̄ et X† correspondant respectivement aux modèles
moyen brut et moyen normalisé. Nous avons maintenant besoin de définir une
fonction de distance pour calculer la déviation entre un jour particulier et le modèle
de référence associé afin obtenir le score d’anomalie. Comme nous l’avons vu dans
la partie 2.3.4, cette fonction de déviation est parfois utilisée pour réduire le bruit
(en utilisant des fonctions robustes comme la Dynamic Time Warping (DTW) ou la
recherche de sous-séquence.). Pour ce travail, nous voulons étudier la robustesse de la
modélisation pour gérer le bruit. Nous utiliserons donc dans toutes nos propositions
le score l1, c’est-à-dire la somme des valeurs absolues de la différence entre un jour
particulier et sa référence. Cette fonction constitue une approche simple, rapide
mais peu robuste au bruit, ce qui devrait mettre en valeur les forces et faiblesses de
chaque modélisation. Pour le modèle moyen brut :

scoreBL(s, i) = ‖xs,i − x̄s,i mod 7‖1 =
∑

t

|xs,i(t)− x̄s,i mod 7(t)| (5.3)

Avec i mod 7 permettant de retrouver la référence associée au jour i. Et de manière
similaire, pour la version normalisée :

scoreNBL(s, i) = ‖xs,i − x†s,i mod 7‖1 =
∑

t

|xs,i(t)− x†s,i mod 7(t)| (5.4)
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Nous obtenons donc, pour chaque couple (jour, station) deux scores correspondants
à l’anormalité de chaque couple par rapport au modèle moyen brut et par rapport
au modèle moyen normalisé.

Enfin, pour obtenir les anomalies, nous sélectionnons les 10% couples (jour, station)
les plus anormaux. A la fin de cette procédure, nous obtenons donc deux ensembles
correspondants aux couples (station, jour) anormaux selon les modèles.

5.3 Factorisation de matrices non-négatives avec
contraintes d’uni-modalité (Time Consistent
NMF)

Pour cette troisième approche, dans le but de renforcer la robustesse par rapport
aux baselines, une hypothèse supplémentaire est posée : le comportement générique
d’une station peut être divisé en un faible nombre de motifs temporels partagés par
les stations du réseau. Comme nous l’avons vu dans les contributions précédentes, la
factorisation matricielle non-négative est un outil robuste et flexible de décomposi-
tion de sources adaptée aux données non-négatives. Chaque motif extrait permet de
différencier et comprendre les phénomènes de flux de chaque station. L’anormalité
de chaque couple (jour, station) s’apparente directement à la déviation entre ces
différents motifs. L’approche que nous présentons ici applique cette décomposition à
des données normalisées avec une contrainte d’uni-modalité des motifs extraits.

La contrainte d’uni-modalité que nous présentons se base sur l’hypothèse que les
motifs que nous cherchons à identifier sont temporellement localisés, c’est à dire que
chacun d’entre eux doit expliquer une période temporelle concise. Cette contrainte
permet d’obtenir des motifs plus facilement interprétables et de modéliser les activités
corrélés (comme le départ et le retour du travail) par des motifs séparés.

Au regard des précédentes contributions, la TS-NMF (voir le chapitre 4) semble
être une approche envisageable, mais le rapport coût/bénéfice de cette méthode
est trop élevée lorsqu’on travaille sur des flux de stations. Dû à l’agrégation des
comportements individuels (nous traitons ici le flux des stations et non des utilisa-
teurs), la modélisation de la variabilité des comportements par décalage représente
une contrainte trop forte. Nous présentons une méthode originale, basée sur la
factorisation matricielle non-négative pour traiter des données orientées station que
nous nommons NMF avec contraintes d’uni-modalité (Time Consistent NMF).
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L’idée de la factorisation matricielle non-négative (présentée dans le chapitre 3.4.3)
consiste à apprendre en même temps un dictionnaire D ∈ RZ,T composé de Z

atomes de taille T et les poids associées de reconstruction W ∈ RN,Z . Pour se
rapprocher du formalisme utilisé jusqu’ici, nous introduisons le tenseur W ∈ RS,I,Z

avec S le nombre de stations, I le nombre de jours et Z la taille de l’espace latent
pour obtenir :

x†s,i ≈
∑

z

W i
s,z ∗Dz x†s,i ∈ RT (5.5)

où Ws,i ∈ RZ est le vecteur de poids associé à x†s,i. Concrètement, nous considérons
les différents jours de manière indépendante et décomposons une matrice de données
X† ∈ RS∗I,T en une matrice W ∈ RS∗I,Z et D ∈ RZ,T . La représentation en tenseur
des données et de la matrice de poids nous permet de simplifier l’écriture de la
formalisation.

5.3.1 Contraintes extérieures pour la modélisation temporelle
des stations d’un réseau de transports
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Fig. 5.1: [left] (a) 09/10/2015 pour la station Marcel Sembat, (b) Modèle moyen du mer-
credi pour Marcel Sembat, (c) Reconstruction de la NMF de la première distribution.
[droite] atomes classiques de la NMF extraits du dictionnaire.

Nous avons vu dans la partie 3.4.3 que l’un des atouts de la NMF est sa malléabi-
lité ; il est simple d’y ajouter différentes contraintes. Dans un premier temps, nous
appliquons une contrainte standard de normalisation des atomes du dictionnaire.
En effet, les données étant normalisées (∀s, i

∑T
t=0 x†

s,i(t) = 1), la normalisation des
atomes du dictionnaire a plusieurs avantages :

Les atomes ont tous une puissance comparable. Ce qui les rend simples d’in-
terprétation.

Les représentations apprises ont tous une puissance comparable. Puisque l’on
cherche à reconstruire des signaux de puissance égales (∀s, i

∑T
t=0 x†

s,i(t) = 1)
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avec des atomes de puissance égales (∀z
∑T

t=0Dz(t) = 1), la norme de chaque
représentation sera constante (∀s, i

∑Z
z=0w

z
s,i = 1).

Ensuite, pour renforcer l’interprétation des atomes du dictionnaire, nous introduisons
la principale contrainte appliquée à la NMF originale. En effet, résoudre le problème
de reconstruction de la NMF revient à considérer chaque caractéristique des données
de manière indépendante. Cependant, dans notre cas, ces caractéristiques sont claire-
ment reliées puisqu’elles représentent l’évolution temporelle du nombre de passages
dans une station ; le nombre de passages au temps t influence le nombre de passage
au temps t+ 1. Nous présentons sur la figure 5.1 un exemple de décomposition par
NMF d’un couple (jour, station) particulier. Plusieurs atomes (à droite) expliquent
une large bande de temps, voir même la totalité de la journée. Cet aspect limite
leur interprétabilité puisqu’ils ne codent pas des activités à support temporel limité.
Dans le but de renforcer la cohérence temporelle des atomes, nous imposons une
contrainte d’uni-modalité (figure 5.2). Par l’introduction de cette contrainte, nous
renforçons la continuité entre les pas de temps et simplifions l’interprétation de la
décomposition puisque chaque atome explique un et un seul comportement (par
exemple : partir au travail). De plus, ce lissage des atomes permet une meilleure
gestion du bruit à travers l’ajout d’a priori sur les phénomènes en jeu.

Fig. 5.2: Illustration sur un problème jouet de la contrainte d’uni-modalité. [Gauche] Avant
la contrainte, [Droite] Après la contrainte. Les atomes doivent être de dérivé nulle
ou positive jusqu’à la valeur maximale de l’atome, puis de dérivé nulle ou négative.

5.3.2 Apprentissage et représentation

Pour l’optimisation de la factorisation matricielle avec contrainte d’uni-modalité
(Time Consistent NMF), nous utilisons la composition classique entre le coût de
reconstruction et la parcimonie de la représentation :

Loss =
∥∥∥(X† −WD)2

∥∥∥
F

+ λW ‖W‖F (5.6)

où λW contrôle l’équilibre entre ces deux termes. C’est un problème d’optimisation
convexe qui est optimisé par descente de gradient alterné en utilisant les règles de
mise à jour multiplicative introduites par [Hoy04] comme illustré par l’algorithme 6.
Grâce à la flexibilité du processus d’optimisation, la procédure d’application de la
contrainte d’uni-modalité est très simple. Nous introduisons une étape d’application
de la contrainte durant l’apprentissage dans lequel chaque atome est lissé. Nous
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lissons les valeurs de sorte à ce que la dérivée soit positive ou nulle jusqu’à la valeur
maximale t? de l’atome et négative ou nulle de la valeur maximale t? à la fin :

∀t ∈ [1, t?], d(t) = min (d(t+ 1), d(t)) (5.7)

∀t ∈ [t?, T ], d(t) = min (d(t− 1), d(t)) (5.8)

D’un point de vue calculatoire, cette procédure est légère. Pour chaque atome
du dictionnaire, les valeurs qui violent la contrainte sont seuillées (illustré par la
figure 5.2). Ce qui est accompli en O(ZT ). Évidement, cette contrainte déstabilise
l’apprentissage, mais les atomes convergent rapidement vers leur forme définitive
et le profil du coût (eq. 5.6) est globalement la même pour les deux versions de la
NMF (avec et sans contrainte). La figure 5.3 illustre ce phénomène et montre aussi
que cette contrainte accélère la vitesse de convergence après quelques itérations ;
notre modèle atteint ensuite un plateau. Au vu des coûts d’apprentissage finaux
(nous utilisons une échelle logarithmique sur la figure.), la NMF traditionnelle
obtient de meilleurs résultats que notre proposition. Cependant ce phénomène est
attendu puisque la NMF a bien plus de liberté pour apprendre les données (moins
de contraintes), menant potentiellement à du sur-apprentissage. Dans tous les cas,
notre proposition obtient un coût final de reconstruction bas, appuyant sa capacité à
bien modéliser les phénomènes en jeu.

0 100 200 300 400 500
Number of iterations

106

107

Le
a
rn

in
g

 c
o
st

NMF

Time Consistent NMF

Fig. 5.3: Évolution du coût de reconstruction durant l’apprentissage

L’intérêt de notre méthode devient clair sur l’exemple illustré par la figure 5.4 :
comme nous l’attendions, nous obtenons des atomes uni-modaux et significatifs tout
en obtenant des coûts de reconstruction comparables (voir figure 5.3.). Concernant
la régularisation du modèle, dans le but de limiter le sur-apprentissage, le paramètre
du nombre d’atomes (Z) est critique. Limitant l’expressivité du modèle, il permet
de régler le compromis entre sous-apprentissage (apparaît si Z est petit) et sur-
apprentissage (apparaît si Z est grand).
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Fig. 5.4: [Gauche] (a) 09/10/2015 pour la station Marcel Sembat, (b) Modèle moyen
du mercredi pour Marcel Sembat, (c) Reconstruction de la NMF de la première
distribution. Droite] Exemples d’atomes uni-modaux extrait du dictionnaire.

Data: X ∈ RN×T
+ , Z, maxiter

1
maxiter : Nombre maximal d’itérations

Result: Matrices optimisées D et W
2 D,W = init(X,Z) D et W initialisés aléatoirement
3 for it ∈ 0...maxiter do
4 Wu,a = miseAJour_W (X,W,D)

Descente de gradient sur W avec D fixé
5 D = miseAJour_D(X,W,D)

Descente de gradient sur D avec W fixé
6 D = uni_modal_contrainte(D)

Application de la contrainte d’uni-modalité sur
le dictionnaire

7 D = normalisation(D)
Application de la contrainte de normalisation
sur le dictionnaire

8 end
Algorithm 6: Algorithme d’apprentissage général de la NMF avec contrainte
d’uni-modalité

Protocole d’apprentissage

Pour renforcer la robustesse et la rapidité du processus d’apprentissage de la NMF,
nous proposons de la diviser en deux étapes. Dans un premier temps, nous voulons
estimer le dictionnaire sur l’agrégation journalière des stations. Cela nous permet
d’apprendre un dictionnaire robuste et représentatif de l’activité générale de toutes
les stations pour chaque jour. Dans un second temps, nous allons projeter chaque
journée particulière dans l’espace de représentation du dictionnaire. Cette procédure
en deux étapes nous permet d’obtenir des représentations cohérentes entre elles et
d’assurer la comparabilité entre les représentations de chaque jours pour une station
donnée. Concrètement :
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1. W † et D sont appris sur la matrice de référence normalisée X† dans le but
d’obtenir des atomes robustes et représentatifs,

2. une fois le dictionnaire D fixé, W est appris en considérant N problèmes
de reconstruction indépendants correspondant à X (les jours particuliers
normalisés). Nous utilisons les représentations W † comme initialisation pour
renforcer l’utilisation des mêmes atomes pour les mêmes jours.

Cette proposition permet : (1) l’apprentissage d’un dictionnaire sur l’ensemble des
données, renforçant le pouvoir de débruitage de la NMF, (2) de compresser les
représentations de nos objets par réduction de dimension des vecteurs de description
de T = 1440 pas de temps à Z atomes ; (3) de projeter l’ensemble des couples
(jour, station) dans un nouvel espace unique permettant une meilleure compréhen-
sion des différences entre ceux-ci.

5.3.3 Calcul de la déviation

Dans la procédure d’apprentissage de la NMF, les données d’entrée sont normali-
sées (nous travaillons sur X†). De plus, nous contraignons les atomes à avoir une
norme constante (∀z,

∑T
t=0D

t
z = 1). Par conséquent, les codes sont aussi normalisés

(∀s,
∑Z

z=0W
z
s = 1). Nous pouvons donc voir la matrice W comme une fonction de

densité de probabilité. De fait, des mesures de distances adaptées aux distributions
de probabilités peuvent être envisagées (par exemple : la KL divergence). Cependant,
pour rester cohérent avec les autres propositions, ne pas introduire de biais liés à
la mesure de distance et finalement, parce que nous nous intéressons plus à l’écart
entre ces deux distributions qu’a la probabilité de l’une par rapport à l’autre, nous
utilisons la même fonction :

scoreNMF (s, i) = ‖ws,i − w†s,di
‖1 =

∑
z

|ws,i(z)− w†s,di
(z)| (5.9)

Nous notons que même si la fonction de distance est la même que pour les autres
propositions, la nature des données que l’on manipule (w) diffère. Dans les deux
premières propositions nous travaillons sur les signaux originaux bruités et de grande
dimensions. Nous aurions pu ici utiliser les signaux reconstruits par ce modèle pour
calculer la déviation contenant moins de bruit, mais toujours de grande dimension.
Nous avons choisi, dans le but de réduire le bruit et la dimensionnalité, de travailler
directement dans l’espace latent à partir des représentations extraites par la NMF.
Grâce à la dimension inférieure de l’espace latent (Z � T ), nous obtenons un
nombre de valeurs plus faible à comparer et chaque valeur contient une information
sémantique plus forte. Deux logs identiques reconstruits par des atomes différents
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induisent une déviation plus forte pour cette méthode que pour les deux premières.
C’est une métrique fondée sur l’interprétation des logs alors que les proposition BL
et NBL se basent sur l’évolution brut des logs.

Finalement, tout comme pour les modèles moyens, nous obtenons pour chaque
couple (jour, station) un score dénotant l’anormalité de chacun d’eux par rapport au
modèle NMF. Nous sélectionnons les 10% couples les plus anormaux pour constituer
les anomalies selon ce modèle.

Erreur de reconstruction

Puisque les trois premières approches que nous proposons (modèle moyen brut (BL),
modèle moyen normalisé (NBL) et NMF) peuvent être vues comme des modèles
génératifs, nous proposons de mesurer et de comparer les coûts de reconstruction
associés à chacun d’eux. En pratique, nous nous focalisons sur la NMF et le modèle
moyen normalisé. En effet, les données brutes ne sont pas directement comparables
à ces deux approches et, de fait, les coûts de reconstruction du modèle moyen brut
(BL) ne seront pas présentés ici. Le tableau 5.1 présente un résumé des coûts de
reconstruction pour ces deux approches. Nous voyons clairement que leurs capacités
de reconstruction sont très proches. Nous notons que la NMF est légèrement plus
robuste que la NBL, puisqu’elle obtient une déviation standard plus faible. De plus,
nous mettons en lumière un phénomène bien connu : l’activité de la semaine de
notre réseau de transport est bien plus régulière que celle du week-end entrainant un
coût de reconstruction moindre en semaine qu’en week-end. Ceci peut être expliqué
par le fait que la plupart des utilisateurs travaillent la semaine et sortent parfois le
soir. Tandis qu’ils ont un comportement bien plus variable le week-end.

Les capacités de reconstruction (très proches) de ces deux modèles doivent être
considérées par rapport au nombre de paramètres nécessaires à la modélisation.
La NBL nécessite T = 1440 valeurs pour modéliser un objet tandis que la NMF
n’en nécessite que Z = 12. Dans ce sens, la compression induite par la NMF est
remarquable et son utilisation semble être pertinente dans un grand nombre de
domaines.

Modèle score L1 score L2 score L1 semaine score L1 Week-End score L2 semaine score L2 Week-End
NBL 0.46 (0.29) 0.0043 (0.05) 0.41 (0.27) 0.58 (0.31) 0.0016 (0.017) 0.011 (0.08)
NMF 0.45 (0.25) 0.0044 (0.05) 0.41 (0.23) 0.56 (0.27) 0.0015 (0.016) 0.011 (0.08)

Tab. 5.1: Résultats quantitatifs du coût de reconstruction. Moyenne sur 5 essais (déviation
standard)
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5.4 Modèle utilisateur continu (CM)

La quatrième approche proposée aborde la tâche de détection d’anomalies par un
autre angle. Nous voulons caractériser l’anomalie directement au niveau du log selon
les habitudes de l’utilisateur l’ayant généré. Dans nos travaux précédents, nous avons
montré que la modélisation orientée utilisateur donne une meilleure caractérisation
une fois le modèle agrégé sur le système.

Il faut bien voir que le protocole des autres propositions est le suivant : en partant
des logs, nous les agrégeons pour chaque station. Un modèle de station est calculé et
utilisé pour obtenir un score entre chaque observation et le modèle associé. C’est donc
la modélisation des stations qui est utilisée pour obtenir le score de normalité. Ici,
en partant des logs, nous construisons directement un modèle utilisateur. Ce modèle
est utilisé pour obtenir un score de normalité pour chaque log et les logs anormaux
sont agrégés uniquement par la suite pour chaque station. C’est la modélisation de
chaque usager qui est ici utilisée pour calculer le score de normalité.

Au départ, nous calculons la vraisemblance, c’est à dire la probabilité d’apparition, de
tous les logs par rapport au modèle multinomial de l’utilisateur. Les logs anormaux
sont ensuite identifiés et agrégés sur les stations. L’analyse de ce signal agrégé est
utilisée pour détecter de fortes périodes d’anomalies individuelles. L’originalité de
cette approche est de détecter des anomalies globales du système en détectant les
moments où de nombreux utilisateurs ont des comportements individuels anormaux.
Cette approche fine est bien plus lourde que les approches présentées précédemment
et doit répondre à plusieurs problématiques :

— le modèle utilisateur doit être estimé à partir de peu de données,

— la vraisemblance agrégée va être très sensible à la densité des logs, de fait,
le modèle risque de sur-apprendre les modèles utilisateurs et de détecter des
anomalies uniquement dans des périodes où la densité de log est faible.

Le premier point est traité avec une modélisation simple. La modélisation multi-
nomial spatiale est la plus facile à estimer à partir de peu de données. Le second
point est traité durant l’agrégation. En effet, une fois la série temporelle d’anormalité
calculée, une approche différentielle entre l’anormalité moyenne de chaque moment
et l’anormalité réelle calculée est mise en œuvre.

5.4.1 Modélisation

Pour la modélisation du comportement des utilisateurs, plusieurs approches sont
envisageables. Nous pouvons construire un modèle temporel, spatial ou spatio-
temporel. Cependant, au regard de la faible quantité de logs par usager, nous devons
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envisager une approche simple qui peut être estimée efficacement avec peu de
données. Nous choisissons de représenter les utilisateurs par un modèle spatial
multinomial ; faisant l’hypothèse que lorsqu’une anomalie survient, les usagers vont
modifier leur comportement en empruntant des itinéraires inhabituels afin d’at-
teindre leur destination. Une anomalie sur le réseau représentera donc une anomalie
spatiale pour un utilisateur. L’usager s’adapte à l’anomalie en empruntant une station
proche qu’il utilise peu. Pour un log l = (user, location, time), sa probabilité spatiale
est estimée par :

p(s′|u′) = ‖{(s, u, t) ∈ L|s = s′, u = u′}‖
‖(s, u, t) ∈ L|u = u′‖

(5.10)

Au final, la distribution de probabilité d’un log correspond à la fréquence d’apparition
de la station dans l’historique de l’utilisateur qui est estimé par simple comptage.

Après plusieurs tests pour obtenir une modélisation spatio-temporelle des utilisa-
teurs, nous avons fini par supprimer l’aspect temporel de la modélisation. En effet,
la grande variabilité de la densité de log durant la journée introduit un fort biais
dans la modélisation et un l’apparition d’un log à 15h00 (heure creuse) sera automa-
tiquement plus anormal que l’apparition d’un log à 8h30 (période pleine). Puisque
ce phénomène est, de plus, commun à la majorité des utilisateurs (périodes heures
creuses/heures pleines) le biais serait encore aggravé au moment de l’agrégation
des modèles utilisateur sur le réseau.

Une fois la vraisemblance de chaque log calculée, nous extrayons un sous-ensemble
de logs qui sera considéré comme anormal. Pour ce faire, nous définissons un
seuil (s = 10% comme pour les autres propositions) pour chaque utilisateur et
extrayons les s logs les plus anormaux. Nous notons ici que le seuil est fixé par
utilisateur (nous gardons les 10% logs les plus anormaux de chaque utilisateur et
non les 10% logs les plus anormaux globalement), puisque le nombre de stations
visitées n’étant pas constant entre ceux-ci, extraire les s logs les plus anormaux
globalement nous amènerai à sur-représenter les utilisateurs utilisant beaucoup de
stations. Formellement, ces logs anormaux sont regroupé dans l’ensemble Lano.

Agrégation

Le transfert de la vraisemblance à la détection d’anomalies n’est pas évident. Une
agrégation sur le réseau est nécessaire et un post-traitement doit être réalisé pour
lisser le signal. Ce lissage introduit une diffusion temporelle autour de chaque log :
le modèle proposé utilise l’agrégation station par station de la vraisemblance des

5.4 Modèle utilisateur continu (CM) 111



logs et applique un noyau gaussien comme filtre temporel. On voit ici l’introduction
de l’aspect temporel sur un modèle spatial pour obtenir des signaux d’anomalies
spatio-temporels.

Le résultat est une modélisation continue des anomalies (Continuous modeling of
the anomaly count (CMA)). Pour une station s′ donné, il peut être écrit :

CMAs′(t) =
∑

{(u,s,t)∈Lano|s=s′}
p(s′|u′) ∗ 1√

2πσ
exp

(
−‖t− t

′‖2

2σ2

)
(5.11)

De plus, comme illustré par la figure 5.5, le modèle est systématiquement piégé
par les périodes de faible densité de la journée, lorsque les utilisateurs sont moins
prévisibles (déjeuné, après midi). Dans le but de contrer cet effet de volumétrie,
attendu puisque présent dans toutes nos propositions, une approche différentielle est
mise en œuvre de manière similaire aux précédents modèles. On se focalise sur les
situations plus anormales qu’habituellement. Dans un premier temps, un score CMA
est calculé pour l’ensemble de la période. Nous construisons ensuite, pour chaque
station et chaque jour, les références CMAs,d ∈ RT , correspondant à la moyenne
de l’évolution d’un couple (jour, station) telles que :

CMAs,d(t) =
∑N

n=0CMAs(d ∗ dt+ n ∗ dt ∗ 7 + t)
N

(5.12)

avec d et s respectivement le jour et la station modélisés, N le nombre de semaines
du jeu de donnée et dt la définition temporelle d’une journée (le nombre de pas de
temps, ici dt = 1440). Enfin, la déviation entre chaque couple (jour, station) et la
référence associée est calculée :

scoreCMA(s, i) = ‖CMAs(i ∗ dt : (i+ 1) ∗ dt)− CMAs,i‖1 (5.13)

Dans le modèle résultant, toujours continu, les anomalies sont détectées en iden-
tifiant les pics positifs significatifs (la partie négative du signal est ignorée ; il est
difficile d’interpréter la signification d’une situation trop normale).

Cette méthode fine et orientée utilisateur nous permet d’extraire des anomalies à
une granularité temporelle très petite (ici de l’ordre de la minute) qu’il est possible
ensuite d’agréger temporellement pour réaliser de la détection d’anomalies à de
nombreuses échelles (quart d’heure, heure, jour, semaine, etc.). De fait, elle offre
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donc plus de possibilités que les approches précédentes. Pour ces expériences, nous
allons discrétiser les séries à la journée, pour obtenir, comme dans les autres proposi-
tions, un score d’anomalie pour chaque couple (jour, station). Une autre différence
importante est que le mécanisme de détection est basé sur des changements de
comportements collectifs de la part des usagers, mais n’est pas sensible à l’absence
de validation : en cas d’absence de log d’un utilisateur, aucune anomalie n’est dé-
tectée. Par conséquent, le modèle devrait être robuste aux variations de volumétrie
et inadapté à la détection d’anomalies globales comme la fermeture d’une ligne ou
station, les périodes de vacances, etc pour lesquels aucun log n’est observé. Cette
limite constitue une perspective envisageable de ce travail que nous discuterons en
conclusion.
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Continuous model for station GEORGE V on 8/12
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Continuous model for station GEORGE V on 12/12
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Fig. 5.5: Modèle continu pour 2 jours. [haut] série temporelle de l’anomalie pour la station
Georges V, [milieu] Modèle de référence pour Georges V, [bas] série temporelle de
la déviation à la référence pour Georges V

5.5 Passage à l’échelle des propositions

Finalement, nous devons discuter le passage à l’échelle des méthodes proposées. Le
tableau 5.2 présente les coûts de calcul pour chaque modèle. Ces coûts correspondent
à la phase d’apprentissage uniquement, nous ne discuterons pas ici du calcul du
score d’anomalie puisque cette opération dépend de la mesure de distance utilisée.
Évidemment, les deux modèles BL et NBL sont les plus légers à construire : consistant
au calcul d’une moyenne pour chaque station et chaque jour. La NMF part de la
NBL et apprend un dictionnaire de taille Z, chaque atome (élément du dictionnaire)
étant de taille T . Cette procédure itérative d’apprentissage est plus coûteuse, mais
reste raisonnable (la complexité est linéaire.). De plus, la NMF repose principale-
ment sur des opérations matricielles qui peuvent être facilement parallélisées et/ou
distribuées. Le dernier modèle (le modèle continu) nécessite bien plus de calculs
(traditionnellement, dans un réseau de transport, il y a beaucoup plus d’utilisateurs
que de stations et un nombre conséquent de logs) et plus de mémoire (pour stocker
le modèle de probabilité spatiale de chaque utilisateur sur chaque station).
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BL NBL

Complexité O
(
L+ dT

)
O
(
L+ 2dT

)
NMF CM

Complexité O
(
L+ 2dT + It · d(2TZ) + ItTZ

)
O
(
2L+ 2USu +WinL+ 2dT

)
Tab. 5.2: Coûts de calcul par modèle. Avec L le nombre de logs, d le nombre de jours,

T le nombre de pas de temps en une journée, U le nombre d’utilisateurs, Su le
nombre moyen de stations par utilisateur,Win la taille de la fenêtre de convolution
temporelle pour le modèle continu et It le nombre d’itérations pour l’apprentissage
de la NMF

Enfin, nos conclusions sont très proches à propos de l’étape d’inférence. En effet, pour
les modèles BL et NBL, cette étape est évidente, nous calculons une distance entre
le vecteur d’un couple (jour, station) et la référence associée. La NMF demande
une ré-estimation de la représentation d’un couple particulier avec le dictionnaire
fixé pour calculer une déviation entre cette représentation et la représentation de la
référence associée. Au contraire, l’étape d’agrégation des logs anormaux du modèle
continu est presque aussi coûteuse que l’apprentissage du modèle, dû à la projection
temporelle gaussienne utilisée.

5.6 Évaluation

Dans cette partie, nous décrivons et exploitons, dans un premier temps, un jeu de
données simulé pour obtenir une meilleure compréhension du comportement des
approches que nous proposons. Nous présenterons ensuite le jeu de données réel
que nous avons utilisé, les paramètres des modèles ainsi que les données Twitter que
nous avons collectées pour la procédure d’évaluation.

Concernant les mesures utilisées durant l’évaluation, nous faisons face à deux pa-
radigmes différents. Pour les expériences sur données jouets, les anomalies sont
connus, puisque nous les intégrons nous-même dans le jeu de données. Dans ce
cas, nous utiliserons un score de précision à 10%. Nous considérons les 10% plus
grosses déviations de chacun des modèles comme des détections et nous calculons la
précision de chacun d’entre eux à correctement détecter les anomalies réelles. Dans
la seconde partie, nos expériences portent sur des données réelles, pour lesquelles les
anomalies sont inconnues. Nous allons donc mettre en place différentes méthodes
pour identifier dans les données les anomalies, mais ne pouvons et ne seront pas
exhaustif. Dans ce cas, nous présenterons des courbes ROC afin de mesurer la perti-
nence de chacun des modèles mais aussi en quantifiant la part de faux positifs. Ces
courbes montrent l’évolution de la précision (part de vrais positifs - les détections
qui sont effectivement des anomalies) selon le rappel (part de faux positifs - les
détections qui ne sont pas des anomalies).
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Nous allons comparer les performances des différents modèles sur trois tâches : la
détection de perte de signal, les incidents d’opération reportés par l’autorité officielle
des transports parisiens et la détection de jours spéciaux.

5.6.1 Validation sur des données jouet

Dans le but d’étudier les forces et limites de chaque méthode dans un environnement
contrôlé, nous créons un modèle génératif capable de produire des logs d’un en-
semble d’usagers sur un ensemble de stations. Inspirés par les systèmes de transports
urbains réels, nous faisons les hypothèses suivantes :

— chaque log est la réalisation d’une activité,

— les activités sont partagées par des groupes d’utilisateurs et sont récurrentes
temporellement, avec une période variable,

— chaque activité pour chaque utilisateur est réalisée à une localisation précise,

— les stations sont multi-échelles pour différentes activités : certaines sont des
stations pivots (hubs), d’autres sont de petites stations ; certaines sont princi-
palement des stations résidentielles tandis que d’autres sont localisées dans
des quartiers d’affaires. Il faut donc quantifier l’influence globale de la station
d’une part et l’équilibre des différentes activités d’autre part,

— le réseau comporte une topologie. C’est à dire que certaines stations sont
proches tandis que d’autres sont plus éloignées.

Ce jeu de données nous permet d’ajouter librement des anomalies et de contrôler les
paramètres des expériences comme le bruit ou l’aspect multi-échelle des stations.

Le générateur est orienté activités. Nous définissons une activité comme une fonction
de densité de probabilité temporelle (p.d.f.) ; toutes les p.d.f. suivent une distribution
normale. Chaque activité peut être réalisée par chaque utilisateur à des moments
variables (l’utilisateur i réalise l’activité ‘départ au travail’ à 8h00 tandis que l’utilisa-
teur j réalise cette même activité à 9h00). Chaque activité est aussi associée à une
périodicité spécifique (jour, semaine ou mois) et à une p.d.f. spatiale multinomiale
(les stations ont différentes tailles et différents rôles.).

Formellement, nous définissons une activité a comme :

a = {µa, σa, fqa, stsa} (5.14)

où µa le moment de réalisation moyen, σa la déviation standard, fqa est la périodicité
et stsa l’ensemble de stations où cette activité peut se produire. Nous générons
100000 utilisateurs et 100 stations aléatoirement positionnées les unes par rapport
aux autres avec 9 activités : 5 journalières, 3 hebdomadaires et 1 mensuelle.
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D’abord, nous sélectionnons un usager u puis un ensemble d’activités. Pour chaque
activité de cet usager, nous générons le moment de réalisation personnalisé selon
la loi normale associée à cette activité. Les moments de réalisation des logs µu sont
tirés aléatoirement pour chaque usager selon la loi µu ∼ N (µa, σa). De plus, pour
chaque réalisation de chaque activité (tous les jours pour une activité journalière),
le moment réel est tiré selon la loi N (µu, σa,u), où σa,u est une constante représen-
tant la variabilité individuelle de l’activité pour l’individu. Une activité a donc une
caractérisation temporelle globale (µa et σa utilisés pour tirer µu) ainsi qu’une carac-
térisation temporelle individuelle pour chaque usager (µu et σa,u utilisés pour tirer
le moment réel de réalisation). La caractérisation globale simule une activité réalisée
à différents horaires selon les usagers (8h00 pour l’usager A et 9h40 pour l’usager
B) et la caractérisation temporelle individuelle simule la variabilité temporelle d’un
usager particulier (9h38 pour le premier jour, 9h44 pour le second jour, etc...).

Le log est ensuite localisé aléatoirement sur les stations de réalisation de l’activité
stsa. L’opération est ensuite répétée pour respecter la périodicité de l’activité fqa.
Finalement, nous définissons une probabilité d’oubli de 0.1. C’est-à-dire qu’une fois
sur 10, un log généré n’est pas stocké afin de simuler un défaut de capture ou
de stockage, la fraude, etc. . . Cette probabilité d’oubli correspond à une partie du
bruit que nous observons sur les données réelles. De plus, un bruit uniforme est
ajouté : certains logs sont générés aléatoirement (selon une loi uniforme temporelle
et spatiale) et ajoutés au jeu de données. À la fin de la procédure, notre jeu de
données synthétique est composé d’environs 14 millions de logs (le nombre exact
varie selon le niveau de bruit).

Évidemment, le modèle NMF va bénéficier de cette procédure générative : les hypo-
thèses citées précédemment sont très proches de celles faites lors de sa conception.
Néanmoins, nous pensons que ces hypothèses correspondent à la réalité.

Nous introduisons ensuite trois types d’anomalies dans les données :

Les décalages locaux : se produisent lorsque, pour un moment et une station
donnée, les logs sont décalés temporellement,

Les variations de volume d’une activité : se produisent lorsque l’ensemble des
logs d’une activité est manquant à une station précise,

Les fermetures de station : se produisent lorsque l’ensemble des logs est man-
quant pour une station et une période donnée. Dans ce cas, pour correspondre
au comportement que nous pourrions observer sur nos données réelles : le log
est présent dans la station s et est dupliqué quelques instants plus tard à la
station proche s′. Simulant le fait que l’utilisateur a changé de station pour
palier au manque d’offre de transport dans la station fermée.
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Finalement, à partir de ce jeu de données, nous apprenons chacun des modèles
présentés précédemment. À chaque couple (jour, station) est associé un score d’anor-
malité par modèle. Puis, les jours sont triés selon ce score et les 10% couples les plus
anormaux sont considérés comme des anomalies. Tous les résultats présentés dans
cette partie sont donnés en moyennant les résultats obtenus au cours de 5 essais.

Impact des décalages locaux
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Fig. 5.6: Illustration d’un décalage local (rouge). (bas) la série temporelle originale et (haut)
la série temporelle anormale.

Nous faisons l’hypothèse qu’un incident local cause un délai sur une station particu-
lière (illustré sur la figure 5.6). Nous introduisons dans notre jeu de données généré
157 anomalies correspondant à ces décalages locaux. Chaque anomalie est associée
à une station, un moment de début et un moment de fin d’anomalie, un délai de
décalage et une probabilité de décalage. Nous délayons (par le délai de décalage)
une proportion (probabilité de décalage) des logs dans la période d’anomalie sur
une station particulière. Nous mesurons notre capacité à détecter ces décalages selon
la longueur de l’incident, la proportion de logs décalés et la probabilité d’oubli des
logs. La figure 5.7 présente les résultats obtenus sur cette tâche. Chacune des trois
figures présente l’évolution de la précision des méthodes à détecter les anomalies en
faisant varier un des paramètres. À gauche, selon la durée de l’anomalie, au milieu
selon la probabilité de décalage (probabilité qu’un utilisateur change de station au
lieu d’attendre la fin de l’anomalie) et à droite selon la probabilité d’oubli (simulant
les problèmes de stockage, la fraude, etc. . . - limitant la bonne modélisation des
phénomènes).

Cette tâche, inspirée par des situations réelles, convient parfaitement au protocole
de la NMF : même un petit décalage devrait résulter en de grands changements dans
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la matrice de code représentant la station. En pratique, la NMF est en effet le seul
modèle capable de capter efficacement ce phénomène. Même dans des cas de grands
décalages, les autres approches sont aveugles, à cause de la faible amplitude du
mouvement. Nous obtenons des résultats stables même pour une forte probabilité
d’oubli de log.
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Fig. 5.7: [Gauche] Précision à 10% pour la détection de décalage local selon la longueur de
l’anomalie avec une probabilité de décalage de 70%. [Milieu] Pour un décalage
moyen de 120 min (déviation standard de 20min), précision à 10% pour la
détection de décalage locaux selon la proportion de log décalés. [Droite] Pour
un décalage moyen de 120 min (déviation standard de 20 min), précision à 10%
pour la détection de décalage locaux selon la proportion de logs non stockés
(malfonction du système)

Impact de la variation de volume d’une activité
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Fig. 5.8: Illustration d’un changement de volume d’une activité (rouge). (bas) la série
temporelle originale et (haut) la série temporelle anormale. Dans cet exemple,
100% des logs sont impactés

Le second type d’anomalies correspond à un jour spécial durant lequel les comporte-
ments des utilisateurs sont modifiés (comme illustré sur la figure 5.8.). Nous faisons
l’hypothèse que pour un moment particulier, une proportion des logs n’a pas eu lieu
(sur la figure 5.8, la totalité des logs durant l’anomalie est impactée.). Dans notre
jeu de données généré, nous introduisons 313 anomalies. Évidemment, nous nous
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attendons à ce que la NMF surpasse de manière significative les autres méthodes
puisqu’elle modélise les activités et que nous évaluons le score d’anomalie sur les
coefficients de pondération des activités. La variation de volume devrait apparaître
de manière évidente dans les représentations latentes des stations impactées (au
travers la sur-représentation d’un atome particulier).

En effet, la figure 5.9 montre que ce phénomène reste indétectable en dessous d’une
proportion de logs impactés de 20%. Ensuite, BL et CM montrent des résultats proches
du détecteur aléatoire tandis que la NMF et NBL détecte une partie des anomalies.
Comme il était attendu, la NMF obtient de bonnes performances sur cette tâche.
Concernant le modèle continu (CM), aucun changement géographique n’impacte
l’utilisateur ce qui résulte en l’incapacité du modèle à percevoir une modification. Le
modèle BL est désavantagé par le fait que de manière globale (sur l’ensemble de la
journée), la modification d’une seule activité peut concerner une faible proportion
de logs au regard de l’ensemble des logs de ce couple (jour, station).
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Fig. 5.9: Précision à 10% pour la variation de volume d’une activité selon la proportion de
logs impactés

Impact de la fermeture de station

Le dernier type d’incidents simulé correspond à la fermeture d’une station (comme
illustré sur la figure 5.10). Nous faisons l’hypothèse que les utilisateurs valident
dans un premier temps à une station fermée (un scénario classique dans un réseau
de transport urbain) et ressortent pour choisir une autre station proche selon une
probabilité donnée. Lorsque aucun trafic n’est déporté, l’incident est indétectable ;
lorsque la probabilité de déportation augmente le modèle utilisateur continu (CM) est
clairement le modèle le plus à même de capter ce phénomène. Dans nos expériences,
nous introduisons 40 anomalies de type fermeture de station. Chacune d’entre elles,
déportant leur trafic sur 3 autres stations proches. Pour évaluer la précision des
modèles, nous extrayons le nombre d’anomalies avec au moins une détection sur les
stations proches.
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Fig. 5.10: Illustration d’une fermeture de station (rouge). (1ère ligne) la série temporelle
anormale, (2ème ligne) la série temporelle originale et (autres lignes) les station
proches impactées.

Les résultats (présentés sur les figure 5.11) sont cohérents. Le modèle utilisateur
continu capte efficacement ce phénomène, puisque la modélisation des utilisateurs
est spatiale, même une faible proportion d’utilisateurs réalisant des logs inhabituels
suffit à déclencher une alarme. De manière surprenante, la NMF obtient de bons
résultats pour cette tâche grâce à la gestion efficace du bruit et les atomes à support
temporels limité. En effet, la déportation de plusieurs logs entraîne une bosse tem-
porellement localisée qui est captée par un atome. La différence entre la nouvelle
représentation et la référence devient rapidement significative et une alarme est
déclenchée. Au contraire, l’augmentation de trafic autour de la station fermée est
trop faible (au regard de la journée entière) pour être détectée par les modèles BL et
NBL.
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Fig. 5.11: Précision à 10% pour un incident de déportation de trafic. La figure de gauche
donne l’évolution de la précision de détection selon la proportion de log déportés.
La figure de droite montre l’évolution de la performance lorsque le niveau de
bruit augmente.
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5.6.2 Validation sur des données réelles

Description des données

Le jeu de données réelles contient plus de 256 millions de logs et plus de 3.3 millions
d’usagers du réseau de transport métropolitain parisien (300 stations). Ces usagers
ne reflètent qu’une sous-partie de l’ensemble des usagers du réseau, car tous ceux
utilisant des tickets cartonnés pour accéder au réseau ne sont pas représentés dans
ces données. Ce jeu de données se focalise donc particulièrement sur la mobilité des
habitants du territoire parisien (ou, en tout cas, des usagers réguliers), en omettant
la plupart des touristes et des visiteurs occasionnels. Il a été collecté durant les trois
derniers mois de 2015 (octobre, novembre et décembre), ce qui correspond à 91
jours ou encore 13 semaines.

Les anomalies

Comme dans d’autres études classiques ([Tré+12]), la première source d’anomalies
à laquelle nous nous intéressons concerne les jours spéciaux. La période étudiée
inclut 8 évènements qui ont impactés l’ensemble du réseau (correspondant à 8 jours
sur 300 stations : 8 ∗ 300 = 2400 anomalies) : Paris accueille la 21ème édition de la
conférence sur le changement climatique (COP21). Cette conférence ouvre ses portes
le 30 novembre 2015 et tous les transports publics d’Ile-de-France sont gratuits ce
jour-là, impliquant de fortes perturbations sur l’utilisation du métro. Ensuite, Noël et
le jour de l’An se déroulent en décembre. Durant ces 3 jours (24, 25 et 31 décembre),
la majorité de la population passe du temps avec leurs familles et une utilisation
inhabituelle du réseau de transport est attendue. Le 11 novembre est un jour férié
en France, perturbant aussi le métro. Finalement, l’attaque terroriste du Bataclan se
déroule le 13 novembre et implique un flux de personnes paniquées le jour même et
une forte baisse de la mobilité les jours suivants.

Nous avons aussi identifié les problèmes de capture correspondant à une perte de
signal, c’est-à-dire lorsque aucun log n’est enregistré à une station alors qu’elle
fonctionne normalement. Ces situations anormales sont faciles à détecter, corres-
pondant à une perte subite d’énergie dans le flux de log. Nous distinguons deux
sous-ensembles : (1) un ensemble des anomalies excédant 1 heure (1214 évène-
ments) et (2) un ensemble des anomalies excédant 30 minutes (1558 évènements).

Finalement, le troisième protocole d’évaluation se focalise sur les incidents d’opé-
rations. L’impact de ces anomalies dépend de la sévérité de l’incident, allant d’une
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interruption de service avec une baisse drastique de l’utilisation de la station durant
l’incident à un ralentissement du trafic impactant moins les données de la station,
plus diffus dans l’espace et le temps. Dans le but d’obtenir des résultats quantitatifs
pour cette tâche, nous parcourons le compte Twitter de la RATP (l’autorité de régu-
lation du métro parisien) et les tweets correspondant à ces anomalies sont extraits
automatiquement. 326 incidents sont identifiés et nous récupérons pour chacun
d’eux des informations spatiales (quelle ligne est impactée) et temporelles (début
et fin de l’incident). En considérant la durée de l’incident comme un indicateur de
sa force, nous pouvons trier ces anomalies pour obtenir une liste triée d’incidents
réels que l’on utilisera dans la suite de cette contribution pour évaluer les méthodes
proposées.

Paramètres des modèles

À propos des paramètres des modèles, nous choisissons de manière empirique pour
l’approche NMF d’extraire 12 atomes. Cette valeur semble suffisamment grande pour
couvrir un large spectre de comportements possibles et suffisamment petite pour
limiter la redondance du dictionnaire.

Pour le modèle continu, nous choisissons le jour comme granularité temporelle pour
la procédure d’extraction des anomalies. Ceci nous permet de rendre l’ensemble des
propositions comparables puisque les anomalies sont toutes exprimées dans la même
échelle de temps.

Détection de pertes de signal

Les pertes de signal peuvent être facilement extraites en identifiant les fenêtres
temporelles vides (aucun signal) dans les représentations brutes de chaque couple
(jour, station). Pour étudier la capacité de nos modèles à détecter ces évènements,
nous proposons une évaluation proche du cadre du classement biparties.

Les courbes ROC suivantes sont calculées : chaque point correspond à un seuil α du
score d’anomalie des différents modèles. Le top α des couples les plus anormaux pour
nos modèles sont considérés comme positifs (présentant une anomalie) tandis que
le reste est considéré négatif. Pour chaque valeur d’α, nous calculons le pourcentage
de vrai positifs (part de couples positifs labellisés comme positifs) en ordonnée et
le pourcentage de faux positifs (part de couples négatifs labellises comme positifs)
en abscisse. La zone sous la courbe donne la performance générale du modèle. Plus
l’aire sous la courbe est importante, plus les modèles sont efficaces pour détecter les
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Fig. 5.12: Courbes ROC pour une perte de signal minimale de 30min (gauche) et 1 heure
(droite).

anomalies. La figure 5.12 montre les courbes ROC pour une perte de signal excédant
30 min à gauche et 1 heure à droite.

Les alarmes du modèle moyen brut (BL) sont concentrées sur les jours atypiques et
le modèle n’est pas capable de capter efficacement ces pertes de signal. Ensuite, la
NMF obtient d’aussi bons résultats que le modèle moyen normalisé (NBL) pour les
deux expériences. Plus de 80% des anomalies dues à une perte de signal de plus de
30 minutes sont détectées dès les premières alarmes pour la NMF comparé au 40%
détectées par la BL. De manière générale, la capacité de débruitage de la NMF et la
représentation parcimonieuse aident le modèle à distinguer les irrégularités dues
au bruit des anomalies réelles. Finalement, le modèle continu (CM) se focalise sur
d’autres types d’anomalies. Ce dernier modèle est sensible à des logs anormaux et
l’absence complète de log passe inaperçue dans la version actuelle de la modélisation.
Cependant, pour ce modèle, ces anomalies constituent typiquement des situations
de sur-normalité (voir partie 5.4.). Gérer plus efficacement ces situations est une des
perspectives de ce travail.

Évaluation distante par Twitter

Cette série d’expériences utilise le corpus d’incidents d’opération collecté sur Twitter
comme vérité terrain. Nous utilisons la métrique ROC présentée dans la partie
précédente pour évaluer la détection de ces anomalies. La première expérience se
focalise sur la détection d’anomalies à l’échelle de la journée. La seconde analyse la
précision des modèles à reconnaitre les évènements Twitter selon la période de la
journée et la spatialité de l’anomalie.

Détection de journées anormales Nous l’avons vu, les résultats en détection d’ano-
malies des modèles sont à l’échelle de la journée. Le classement (des jours) obtenu
est comparé au classement des jours obtenu par agrégation des anomalies Twitter :
pour chaque jour, nous sommons l’ensemble des durée des anomalies. Les jours sont
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ensuite classés selon ce critère. La figure 5.13 (gauche) présente les courbes ROC
dénotant la capacité de chaque modèle à identifier les 20% jours les plus anormaux
selon Twitter.

Ces résultats doivent être interprétés en gardant en tête que les modèles fonctionnent
sur différentes représentations des données (agrégation sur le réseau ou directement
au niveau du log). Le modèle moyen brut (BL) capte les grandes variations de
volume : il obtient de bonnes performances pour l’identification d’évènements de
grande ampleur. Le modèle moyen normalisé (NBL) et la NMF opèrent sur les
mêmes données une fois normalisées, ils sont donc performants pour identifier des
changements de comportement. Cette similarité du type d’anomalies identifiées est
pointée par la figure 5.13 de droite. Cependant, sur cet aspect de la détection, la
NMF surpasse clairement la NBL (Fig. 5.13 (gauche)).

Le modèle continu (CM) repose sur un paradigme complètement différent. De ce fait,
il détecte d’autres types d’incidents que la NMF (Fig 5.13 (droite)). En particulier, il
ne détecte pas d’anomalies de type perte de signal, tandis que ces anomalies sont
identifiées très tôt par les autres approches. Le même phénomène se retrouve sur
l’identification des jours spéciaux : lorsqu’un utilisateur ne va pas au travail le matin,
cela cause une anomalie pour les modèles BL, NBL et NMF. Mais cette absence de
signal n’impacte aucunement le modèle continu. En terme de détection de jours
anormaux selon la vérité terrain Twitter, le modèle CM surpasse toutes les autres
approches. Il est extrêmement efficace pour capter les petites modifications dans le
flux de logs.
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Fig. 5.13: (gauche) Courbes ROC pour la détection d’anomalie à la journée, bleu : BL ;
jaune : NBL ; rouge : NMF. (droite) % de détections communes avec la NMF selon
le seuil de détection, bleu : BL vs NMF, jaune : NBL vs NMF, noir : CM vs NMF.

Détection géographique et temporelle Tandis que les métriques précédentes étaient
orienté précision-rappel, ce paragraphe se focalise uniquement sur la précision. Nous
voulons savoir si les anomalies détectées par les approches que nous proposons
peuvent expliquer les anomalies Twitter. Les premiers 10% de couples (jour, station)
correspondants aux plus grandes déviations pour chaque modèle sont rassemblés et
labellisés comme anomalies. Nous analysons différents types de croisements entre
ce nouveau corpus et les évènements Twitter : le croisement temporel, le croisement

124 Chapitre 5 Détection d’anomalies



géographique et le croisement spatio-temporel. En détail, si une anomalie détectée
par un modèle se produit durant un incident Twitter : le tweet est temporellement
expliqué. Si l’anomalie est déclenchée sur des stations problématiques (selon Twitter),
le tweet est géographiquement expliqué. Enfin, si l’anomalie se produit sur une
station problématique ET durant la période d’un tweet, ce tweet est expliqué spatio-
temporellement.

Le tableau 5.3 montre les résultats obtenus. Premièrement, les bonnes performances
du modèle moyen brut (BL) sont à relativiser, car les incidents que nous cherchons à
identifier correspondent à des incidents majeurs qui sont plus faciles à identifier. La
NMF obtient de bonnes performances sur l’aspect géographique du problème par
rapport au modèle moyen normalisé (NBL), mais il est surpassé sur l’aspect temporel.
En effet, pour déterminer la localisation temporelle d’un incident, nous devons
extraire le pic de l’atome qui a la plus grande variation par rapport à sa référence :
étant donné le support temporel de chaque atome (la journée), ceci représente une
approximation trop large pour rester pertinent dans cette tâche. Finalement, nous
voyons que le modèle continu (CM) surpasse l’ensemble des proposition pour cette
tâche. Ce modèle est intrinsèquement un modèle de détection fin qui est adapté à
ces expériences.

BL NBL NMF CM
Précision géographique 87.6% 42.5% 48.1% 84.2%
Précision temporelle 69.9% 72.1% 42.2% 92.0%
Précision spatio-temporelle 0% 0% 0% 16.3%

Tab. 5.3: Précision des 4 modèles à déterminer les stations de métro impactées par les
incidents (précision géographique), la période de temps associée (précision tempo-
relle) et les deux aspects (précision spatio-temporelle). Les incidents sont extraits
du jeu de données Twitter.

Résultats qualitatifs

Finalement, nous investiguons le biais sémantique de chaque modèle. En partant des
10% couples (jour, station) les plus anormaux de chaque modèles (2751 alarmes),
le tableau 5.4 donne la précision générale de chaque modèle et la distribution des
alarmes selon les 3 catégories d’anomalies détaillées dans la section 5.6.2.

La NMF offre un bon compromis entre tous les types d’anomalies, mais au prix
d’un fort niveau d’imprécision temporelle. En effet, il est incapable de détecter les
anomalies Twitter. Cette contre-performance est due essentiellement au manque de
précision temporelle des anomalies détectées : dès qu’un évènement est localisé dans
une fenêtre temporelle courte (par exemple 15 min pour une interruption de trafic),
la NMF (et le modèle moyen normalisé NBL) ne peut pas les identifier efficacement.
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BL NBL NMF CM
# d’anomalies 2751 2751 2751 2751
Jours spéciaux 857 1378 1774 92
Perte de signal 56 315 307 17
Twitter 780 88 126 1037
Précision 61.5% 64.7% 80.2% 41.7%

Tab. 5.4: Résultats qualitatif des anomalies par modèle et par types.

D’un autre coté, le modèle continu (CM) ne détecte pas les jours spéciaux et les
évènements de type perte de signal car, lors de ces anomalies, peu ou aucun log n’est
produit et donc aucun log anormal n’est identifié. Au final, aucune détection n’est
réalisée. Au contraire, il est très efficace pour identifier de petits évènements comme
ceux de Twitter. Nous notons ici que les évènements Twitter détectés par BL et CM
ne sont d’ailleurs pas les mêmes. Le modèle moyen brut (BL) se focalise sur des
phénomènes de fortes énergies tandis que CM détecte de plus petits évènements.

À propos de la précision générale, la NMF démontre sa robustesse en obtenant
plus de 80% de détection pertinente, bien devant les autres propositions. Du fait
de sa capacité de débruitage et de compression, la plupart des déviations calculées
correspondent en effet à un évènement réel.

Évidemment, ne nous pouvons pas être (et ne sommes pas) totalement exhaustifs
concernant les anomalies qui se déroulent durant la période que nous étudions. Nous
pensons avoir couvert la plupart d’entre elles, mais nous voulons insister sur le fait
que ce n’est pas parce qu’une anomalie détectée par un de nos modèles n’est pas
présente dans nos jeux de validation que cette anomalie n’est pas une vraie anomalie.
Nous estimons néanmoins que ces expériences donnent une bonne idée des types
d’anomalies détectées par chacun des modèles.

Finalement, nous proposons une vue d’ensemble du comportement des modèles sur
la figure 5.14. Elle illustre la distribution spatio-temporelle des alarmes déclenchées
par chaque modèle. Nous voyons que le modèle moyen brut (BL) se focalise sur
les stations de fortes énergies (lignes verticales) et des jours spécifiques. Hors de
cette zone limitée, aucune détection n’est visible. Au contraire, le modèle continu
(CM) détecte des évènements locaux en ignorant les jours spécifiques. La NMF et le
modèle moyen normalisé (NBL) représentent tout deux un compromis intéressant,
mais la NMF est le modèle le plus robuste au regard de l’énergie des stations (moins
de lignes verticales).
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Fig. 5.14: Grille Spatio-temporelle donnant la distribution des 3000 alarmes les plus puis-
santes selon chaque modèle. Pour chaque figure, l’axe x correspond aux 300
stations et l’axe y aux 91 jours.

5.7 Conclusion

Dans cette contribution, nous avons abordé la tâche de détection d’anomalies à
partir de données billétiques provenant d’un réseau de transports en commun
urbain. Nous proposons une approche basée sur une NMF modifiée pour assurer
la consistance temporelle du modèle ainsi qu’un modèle orienté usager. Ces deux
approches montrent des résultats intéressants comparés aux stratégies standards
basées sur du calcul de déviation dans l’espace brut des données. Nous évaluons ce
protocole sur des données générées, dans un contexte contrôlé et sur des données
réelles. De plus, nous introduisons une méthode d’évaluation distante à partir de
données de réseaux sociaux qui nous permet de fournir des résultats quantitatifs sur
une tâche non-supervisée.

L’approche de type NMF modifiée est robuste et produit des représentations de
stations très compactes. Nous avons démontré sa supériorité pour détecter des
anomalies dans un signal bruité par rapport aux deux approches de type moyennes
(BL et NBL). Contrairement aux détecteurs sur signaux bruts et à la modélisation
orientée usager, la NMF lève peu de fausses alarmes : plus de 80% des anomalies
détectées correspondent à des anomalies identifiées du jeu de validation.
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L’approche orientée usager est particulièrement efficace pour détecter les petits
évènements du jeu de données Twitter. Nous avons démontré qu’il était très pertinent
pour capter les changements fins dans le flux des utilisateurs, mais qu’il échouait à
détecter des évènements plus évidents comme la perte de signal d’une station.

Une première perspective de ce travail concerne la fusion des différents modèles.
En effet, nous avons montré que chacun d’entre eux est spécialisé pour un type
particulier d’incidents (fortes distorsions dans le signal pour le modèle moyen brut,
jours spéciaux impliquant une modification de comportement pour le modèle moyen
normalisé et la NMF et de faibles déviations pour le modèle continu). Combiner
ces approches est une perspective intéressante pour construire un détecteur robuste
et versatile. Ensuite, une seconde perspective concerne la diffusion des anomalies
et leur caractérisation. De fait, le modèle usager continu montre qu’il est capable
de détecter de petites modifications dans le signal ; ouvrant la voie à l’analyse de
l’évolution sur le réseau complet d’une anomalie particulière. Nous voudrions être
capables de caractériser la dynamique d’une perturbation, son radius, etc. De plus,
une perspective du modèle usager continu concerne la gestion des non-logs. Nous
avons vu qu’il est incapable de détecter des anomalies si aucun log n’est observé,
il est envisageable d’intégrer cette notion de non-log au modèle pour être capable
de les détecter. D’un point de vue opérationnel, il faudra juger si nous ajoutons de
la pertinence ou du bruit à la détection. Enfin, nous aimerions nous intéresser à la
modélisation de la normalité par des modèles plus complexes et potentiellement
plus puissants. Nous avons vu que les réseaux de neurones récurrents constituent la
méthode à l’état de l’art pour la prédiction de séries temporelles (voir partie 2.3.3.).
Ces modèles peuvent être adaptés pour intégrer le contexte spatial et temporel
au moment de la prédiction et peuvent même être utilisés de manière totalement
multi-varié (utilisation de l’historique de toutes les stations pour prédire le futur
d’une station particulière). Cette intégration de contexte permettrait de modéliser
certaines anomalies liées à des dépendances spatiales (par exemple fermeture d’une
station et déportation de son trafic sur les stations environnantes), entrainant une
faible déviation entre le modèle et l’observation et résultant en une non-détection de
ces phénomènes. Ne pas les détecter nous permettrait potentiellement de découvrir
d’autres types d’anomalies indétectables par les solutions proposées.
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6Conclusion

„Two sides to a story exist when evidence exists on
both sides of a position. Then, reasonable people
may disagree about how to weight that evidence
and what conclusion to form from it. Everyone,
of course, is entitled to their own opinion.

— Daniel Levitin
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Durant cette thèse, nous nous sommes intéressés aux méthodes d’apprentissage de
représentations dans le contexte du traitement de traces de mobilité provenant de ré-
seaux de transports urbains. Nous avons abordé des problématiques orientées usager
(chapitre 4) et orientées système (chapitres 5) au travers des tâches classiques dans
le domaine du transport (reconstruction et modélisation des usagers 4, détection
d’anomalies, chapitre 5 et partitionnement de l’espace et des utilisateurs, chapitre 4)
qui ont menées à diverses publications résumées dans le tableau 6.1.

Publication Thème Chapitre
[Pou+16] Deuxième auteur, modélisation des utilisateurs 4
[Ton+16] Modélisation des utilisateurs 4
[Ton+18b] Modélisation des utilisateurs 4
[Ton+17] Détection d’anomalies 5
[Ton+18a] Détection d’anomalies - (long) 5

Tab. 6.1: Liste des contributions publiées durant cette thèse

6.1 Relations entre les tâches

Nous avons abordé la modélisation du réseau, des usagers et la détection d’anomalies
dans une chronologie peu lisible. Ces tâches sont pourtant hiérarchisées. A la base,

129



nous nous intéressons à la modélisation des usagers des réseaux de transports.
La station est vue soit comme un agrégat des différents usagers, soit comme un
point de passage anonyme. C’est cette agrégation des comportements individuels
qui nous permet de caractériser le réseau et sa dynamique. Nous proposons dans
les chapitres 4 et 5 plusieurs solutions pour l’agrégation de ces comportements,
de l’agrégation heuristiques a posteriori, à la modélisation des comportements
spatialisés simplifiant cette étape. De plus, nous utilisons les modélisations obtenues
à des fins d’analyse directe (chapitre 4) mais aussi pour des tâches plus complexes
(détection d’anomalies, chapitre 5). Lors de cette seconde contribution, nous avons
montré que la modélisation orientée usager capte des phénomènes plus fins que la
modélisation orientée réseau.

Pour détecter une anomalie, nous devons modéliser le comportement normal du
réseau. Ceci peut être abordé par de la prédiction de flux (la valeur normale de la
fréquentation à une station est prédite puis comparée à l’observation réelle) ou par
de la modélisation (le comportement normal est modélisé a posteriori et est ensuite
comparé aux observations). Nous voyons ici que la prédiction et la modélisation sont
aussi reliées, la première optimisant une bonne prédiction (a priori) et la seconde
une bonne reconstruction (a posteriori).

Finalement, ces tâches impliquent une bonne compréhension des phénomènes
manipulés. La prédiction bénéficiera de la bonne modélisation des relations entre
les stations, la détection d’anomalies sera d’autant plus efficace que la prédiction
ou la modélisation sont de bonne qualité. Cependant, nous remarquons ici qu’un
système de prédiction capable d’adapter sa prédiction aux perturbations du réseau
constitue un bon prédicteur de flux, mais pénalisera la détection d’anomalies. Selon
la tâche abordée, la complexité et l’expressivité des modèles doivent être discutées
et optimisées au cas par cas.

6.2 Ajout de contraintes et hypothèses

Pour chacune de ces tâches, nous avons mis l’accent sur l’extraction de sémantique
lors de la modélisation. Pour la modélisation des usagers, nous proposons une
approche de séparation de sources classique à laquelle nous intégrons une contrainte
d’invariance en translation, permettant de gérer la variance inter-usagers. Nous
faisons l’hypothèse que les mouvements des usagers que nous observons sont la
réalisation d’activités latentes que nous devons identifier. La factorisation matricielle
non-négative permet d’extraire des motifs partagés, associés à ces activités latentes.
La particularité de notre approche est la contrainte d’invariance en translation,
permettant de modéliser par le même motif deux usagers ayant la même activité à
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deux horaires de réalisation différents (par exemple, l’utilisateur A part au travail
à 8h et l’utilisateur B part au travail à 9h30). Cette hypothèse nous permet de
modéliser des phénomènes complexes avec bien moins de paramètres que les autres
approches envisagées.

Pour la tâche de détection d’anomalies, nous avions besoin d’une modélisation du
flux des stations fine et robuste, nous permettant de bien caractériser un moment
anormal d’un moment normal. Nous proposons une approche basée sur une factori-
sation matricielle non-négative pour laquelle la variabilité des stations est moindre.
Nous avons imposé une nouvelle contrainte : l’uni-modalité des motifs extraits. Cette
contrainte permettant de renforcer la spécialisation de chaque motif en ne lui permet-
tant de modéliser qu’une et une seule activité ponctuelle présentant un pic journalier.
Nous avons vu que cette approche présente de bonnes qualités de débruitage et
permet la détection d’anomalies directement dans l’espace de représentation.

6.3 Modélisation des usagers et agrégation sur le
système

Dans deux de nos contributions, nous avons proposé des modèles orientés usager
pour aborder des tâches au niveau du système. Dans le chapitre 5, un modèle
usager spatial permettant de calculer la vraisemblance de chaque mouvement de
chaque usager est proposé. Dans la première partie du chapitre 4, chaque usager est
décomposé selon ses activités. Dans les deux cas, nous projetons les informations des
usagers extraites sur le système. Cette étape n’est pas triviale puisque les usagers se
déplacent sur un ensemble de stations. Il faut alors comprendre quelle part du modèle
usager correspond à une station particulière. Cette approche permet d’extraire des
informations sémantiques fortes issues des comportements individuels. Dans la partie
4.1.3, nous proposons un partitionnement des stations de métro parisiennes selon
l’heure de réalisation de l’activité départ au travail. Le comportement correspondant
à cette activité est isolé et projeté sur les stations de l’usager.

Nous avons aussi étudier cette problématique dans l’autre sens en intégrant di-
rectement l’aspect spatial dans la modélisation individuelle des usagers. Chaque
comportement est ainsi intrinsèquement spatialisé. L’agrégation des informations
des usagers sur le réseau est donc beaucoup plus simple.

Ce travail de qualification d’un réseau (ou d’un territoire) à partir des comportements
individuels est une des principales originalités de nos contributions. Dans le chapitre
5, nous présentons une comparaison entre cette approche et une méthode orienté
réseau. Nous montrons que la première permet une caractérisation très fine des

6.3 Modélisation des usagers et agrégation sur le système 131



comportements tandis que la seconde capte des phénomènes plus globaux. Dans
ce sens, une combinaison de ces deux approches est une perspective de travail
pertinente afin de tirer partie des qualités de chacune d’entre elles.

6.4 Perspectives

Modélisation des usagers : Pour la tâche de modélisation des usagers, nous nous
sommes heurtés au problème d’évaluation qualitative des caractérisations
extraites. En effet, même si nous sommes capables de calculer un score cor-
respondant à la capacité de reconstruction des données par les modèles, il
est difficile d’obtenir une vérité terrain à laquelle nous comparer pour l’éva-
luation des représentations de chaque utilisateur. Une méthode d’évaluation
standardisée, permettant de comparer des valorisations qualitatives serait né-
cessaire. L’extraction d’informations des réseaux sociaux est une première piste
que nous avons envisagé durant cette thèse, mais d’autres approches comme
la publication d’informations basiques sur les usagers, l’extraction de lieux
d’habitations et le croisement avec des données socio-économiques peuvent
être envisagées. De plus, la labellisation des atomes partagés extraits par nos
méthodes par des experts constituerait un avantage qualitatif direct, nous
permettant d’associer à chaque utilisateur une description en langage naturel
de son comportement. Enfin, une attention particulière doit être portée sur
le partage d’information observée sur certaines reconstructions. Parfois, le
modèle associe plusieurs atomes à un même log. Ce qui est naturel au vu de
l’aspect séparation de sources de la méthode mise en œuvre, mais constitue
une limite à l’interprétation de la modélisation. Dans ce sens, de nouvelles
contraintes (distance entre deux atomes, nombre d’atomes total utilisés, fusion
des atomes corrélés, etc...) peuvent être utilisées.

Détection d’anomalies : Une première perspective de ce travail sur la détection
d’anomalies concerne la fusion des différents modèles que nous avons proposés.
En effet, nous avons montré que chacun d’entre eux est spécialisé pour un
type particulier d’incidents (fortes distorsions dans le signal, jours spéciaux
impliquant une modification des comportements, de faibles déviations, etc...).
Combiner ces approches est une perspective intéressante pour construire un
détecteur robuste et versatile. Une seconde perspective concerne la diffusion
des anomalies et leur caractérisation. De fait, le modèle usager montre qu’il
est capable de détecter de petites modifications dans le signal ; ouvrant la voie
à l’analyse de l’évolution sur le réseau complet d’une anomalie particulière.
Nous voudrions être capables de caractériser la dynamique d’une perturbation,
son rayon, etc. De plus, une perspective du modèle usager continu concerne
la gestion des non-logs. Nous avons vu qu’il est incapable de détecter des

132 Chapitre 6 Conclusion



anomalies si aucun log n’est observé, il est envisageable d’intégrer cette notion
de non-log au modèle pour être capable de les détecter. D’un point de vue
opérationnel, il faudra juger si nous ajoutons de la pertinence ou du bruit à
la détection. Enfin, nous aimerions nous intéresser à la modélisation de la
normalité par des modèles plus complexes et potentiellement plus puissants.
Nous avons vu que les réseaux de neurones récurrents constituent les méthodes
à l’état-de-l’art pour la prédiction de séries temporelles. Ces modèles peuvent
être adaptés pour intégrer le contexte spatial et temporel au moment de la
prédiction et peuvent même être utilisés de manière multi-varié (utilisation de
toutes les stations pour prédire une station particulière). Cette intégration de
contexte permettrait de modéliser certaines anomalies liées à des dépendances
spatiales (par exemple fermeture d’une station et déportation de son trafic sur
les stations environnantes), entrainant une faible déviation entre le modèle
et l’observation et résultant en une non-détection de ces phénomènes. Ne
pas les détecter nous permettrait potentiellement de découvrir d’autres types
d’anomalies indétectables par les solutions proposées.

Pour aller plus loin, nous voudrions étudier une nouvelle manière de considérer la
mobilité dans un réseau de transport urbain. Considérons un ensemble d’usagers,
chacun d’entre eux a ses propres habitudes, ses propres activités et son domicile
dans un endroit précis. Certains d’entre eux sont proches au sens des habitudes de
mobilité tandis que d’autres sont plus éloignés. Ils se déplacent sur les différentes
stations du réseau. Ces stations sont communes à l’ensemble des usagers, cependant
la majorité d’entre eux n’en utilise qu’une sous-partie. En ce sens, certaines stations
ont des rôles sémantiques proches tandis que d’autres sont plus éloignées. Ces rôles
peuvent être globaux, commun à l’ensemble des usagers, comme une station située
dans un centre commercial. Mais ils peuvent aussi être individuels, c’est à dire qu’ils
dépendent de l’usager concerné, comme une station proche du domicile de l’un mais
du lieu de travail d’un autre.

Cette vision de la mobilité rappelle fortement le domaine du traitement du langage
naturel. Un ensemble de locuteurs utilisent un ensemble commun de mots contenus
dans un dictionnaire pour créer des phrases. Les mots sont sémantiquement plus
ou moins proches les uns des autres et deux phrases différentes peuvent exprimer
la même idée, même si les mots utilisés ne sont pas les mêmes. Les phrases sont
habituellement représentées sous la forme de sacs de mots. Dans ce paradigme,
tous les mots sont différents et nous n’avons pas de métrique ou de sémantique :
deux synonymes sont aussi proches que deux antonymes. Cela rappelle les signaux
bruts des usagers pour lesquels nous avons du mal à poser une distance adaptée.
Ensuite, la représentation de chaque mot est construite à partir de règles métiers.
La sémantique vient alors de ressources linguistiques, c’est à dire fixée par des
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experts. Ce serait l’équivalent des enquêtes en transport : les données sont propres
mais parcimonieuses, à forte valeur ajoutée mais présentant de nombreux trous et
donc des risques de mauvaise interprétation en généralisation. Enfin, récemment
des chercheurs ont montrés la pertinence de la projection de ces mots dans un
espace totalement implicite [Mik+13 ; Pet+18 ; Dev+18]. La sémantique est donc
extraite statistiquement, directement à partir du contexte dans lequel est utilisé
chaque mot. Grâce à une stratégie d’apprentissage très rapide, nous apprenons des
représentations implicites 1 des différents mots du dictionnaire à partir d’un très gros
volume de données.

Une fois optimisées, ces représentations présentent des caractéristiques intéres-
santes : des régularités sont présentes, par exemple les opérations vectorielles pour
passer d’un mot à son pluriel ou à son féminin sont communes et les mots sémanti-
quement proches sont proches dans ce nouvel espace. Des raisonnements sont donc
possibles directement à partir de celles-ci, ce qui permet de quantifier l’efficacité
de la sémantique extraite. Dans le domaine du transport, cela correspondrait à
la prédiction des prochains trajets d’un usager ou, dans une moindre mesure, la
prédiction de sa prochaine activité, indépendamment de la station de réalisation.

Ces modèles permettent donc d’extraire de l’information sémantique de haut niveau
caractérisants finement les objets considérés. Même si les représentations apprises
sont implicites, ce nouvel espace permet de comprendre ce qui est proche et ce qui
est lointain, qui partage de l’information avec qui, quels sont les pairs d’objets qui
partage la même transformation, etc. . . Finalement, ces représentations permettent
de mieux comprendre les mots et leurs relations. Cette modélisation, adaptée au
domaine du transport, permettrait potentiellement de comprendre les usagers, leurs
habitudes, leurs points communs, le territoire, les lieux semblables, etc. . .

Le parallèle entre ces deux domaines est visible, sans être évident. Les usagers d’un
réseau de transports deviennent les locuteurs. Les stations deviennent les mots et
le réseau devient le dictionnaire. Enfin la phrase, séquence de mots, devient le
voyage, séquence de stations. Cependant, comme nous l’avons vu, la sémantique
d’une station peut être globale ou individuelle, phénomène moins évident dans
le traitement du langage naturel puisque le sens de chaque mot est globalement
commun à l’ensemble des locuteurs. Il peux varier selon le contexte dans lequel il
est utilisé, comme avocat qui peut désigner un fruit ou un métier. Dans ce cas, des
modèles de langage qui fournissent des représentations contextualisées 2 de chaque
mot ont été proposés [Pet+18 ; Dev+18]. Le modèle BERT [Dev+18] permet d’obte-

1. En anglais, nous utilisons le terme Embedding : c’est un vecteur x ∈ RZ correspondant à la
position dans l’espace de projection de chaque mot. Chaque valeur de ce vecteur est implicite, c’est à
dire qu’elle n’a pas de signification en elle même.

2. Contrairement à [Mik+13] qui produit des représentations non-contextualisées. A chaque mot
correspond une représentation unique quel que soit le contexte dans lequel il est employé.
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nir des représentations contextualisées où les relations sont explicites, permettant
d’expliquer quel mot à plus ou moins de poids dans la contextualisation. Nous
notons ici que cette contextualisation est commune aux locuteurs, des travaux pour
étendre cette contextualisation aux différents usagers d’un réseau de transport est
nécessaire.

Nous voudrions donc étudier cette vision d’un réseau de transport urbain afin
d’obtenir des représentations des usagers et des stations sémantiquement riches.
Cependant, l’apprentissage du modèle sur le langage naturel est possible grâce au
grand volume de texte disponible sur internet. Dans le cas du transport, obtenir
des trajectoires individuelles en quantité élevée n’est pas facile, pour des raisons
de respect de la vie privé. De plus, chaque individu écrit bien plus de phrases qu’il
ne se déplace. Nécessitant un suivi de chaque usager sur de très longues périodes
de temps, ce qui rend ces données d’autant plus critiques pour le respect de la
vie privé qu’elle décrivent précisément les déplacements des usagers. Une autre
limite de cette approche concerne l’aspect implicite des représentations apprises.
Comme nous l’avons vu durant cette thèse, le transport est un domaine à fort impact
sur la vie de nombreux citadins, l’explicabilité des décisions, des modélisations
et plus généralement des modèles est un point important. Certains modèles de
représentations implicites ont été proposés dans le cas particulier de la prédiction
de flux [Toq+17] puisque cette tâche est moins critique pour l’usager, mais ce type
d’approche pour de la modélisation des usagers ou du réseau nécessiterait un gros
travail de mise en valeur des représentations.

Cette nouvelle représentation représenterait un outil de compression et d’anonymi-
sation très performant. Permettant d’exprimer l’usager et la station par un volume
de données réduit, plus générales et donc moins critiques pour le respect de la vie
privée. Les modèles de traitement du langage naturel étant construits comme des
modèles prédictifs, il permettrait de traiter des problématiques de prédiction du
prochain point de passage des usagers du réseau de transport et par conséquence,
des problématiques de détection d’anomalies. Du point de vue du réseau, la com-
pression des informations nécessaire à la représentation d’une station permettrait de
ne garder que de l’information utile et pertinente.
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