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Contexte du travail et motivations

Le travail réalisé se situe dans le cadre de l’industrie 4.0, avec un intérêt particulier pour
l’usinage à grande vitesse. Les modèles graphiques probabilistes utilisés sont les réseaux
bayésiens, qui ont déjà une place dans le diagnostic industriel, mais dont l’apprentissage
des paramètres avec le co-training non-supervisé n’est pas exploré.

L’industrie 4.0

La fabrication intelligente est un domaine de recherche prometteur pour l’améliora-
tion de la productivité et de la compétitivité dans l’industrie, en exploitant les données
numériques obtenues lors de procédés de fabrication [119, 130]. En effet, il est crucial
de détecter toute défaillance du système le plus tôt possible afin de réduire les coûts de
maintenance et les temps d’arrêt. L’utilisation de systèmes intelligents peut permettre de
réduire la durée des arrêts grâce à des détections rapides, ou encore de les éviter grâce à
des méthodes de prédiction. C’est la raison pour laquelle la maintenance prédictive est un
enjeu essentiel de l’industrie 4.0 [40]. Ces approches peuvent être basées sur des données,
sur des modèles ou hybrides.
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Introduction

La fabrication intelligente peut utiliser l’apprentissage supervisé afin de construire un
modèle prédictif, comme un réseau neuronal probabiliste pour classer les outils cassés et
les bons outils [56] ou les réseaux bayésiens et les machines à vecteurs de support pour la
modélisation et la prédiction thermique [107].

Cette thèse a pu être réalisée grâce à l’Institut de Recherche Technologique (IRT) Jules
Verne, dans le cadre du programme de thèses PERFORM, dont le but est de stimuler
la recherche fondamentale dans le domaine de la fabrication. Le travail présenté dans
ce manuscrit se trouve à la croisée entre l’expertise en fabrication de l’équipe RoMaS
(Robots and Machines for Manufacturing, Society and Services) du LS2N et celle de
l’équipe DUKe en construction de modèles de connaissances par les données centrées sur
l’utilisateur, c’est-à-dire adaptables et interprétables.

Problématiques spécifiques à l’usinage

La maintenance conditionnelle des machines tournantes est généralement basée sur
des mesures périodiques des vibrations [34, 83]. Des analyses d’huile [24] et des mesures
thermiques peuvent également être effectuées. En pratique, l’analyse du signal vibratoire
des machines tournantes peut être réalisée à l’aide de critères globaux qui évaluent le
niveau de vibration, tels que la valeur efficace de vitesse d’oscillation (Vrms). Elle est
définie dans la norme ISO 10816-3 [59] et elle est largement utilisée pour la maintenance
conditionnelle. La norme ISO 17243-1 [60] recommande d’utiliser à la fois la vitesse Vrms

et l’accélération Arms pour la surveillance de l’état de la broche. Pour une surveillance plus
précise, le spectre de fréquence des vibrations peut être analysé. En particulier, BPFO et
BPFI permettent de révéler un défaut local sur la bague extérieure ou la bague intérieure
d’un roulement respectivement. En outre, les défauts distribués peuvent également être
surveillés, comme l’ondulation de la bague [126] ou l’aggravation de la rugosité de surface
[27]. Randall et Antoni [108] présentent l’état de l’art pour le diagnostic des roulements
par l’analyse du signal vibratoire. Jimenez et al [64] passent en revue les articles des dix
dernières années traitant de la maintenance prédictive, dont l’objectif est de prédire la
durée de vie utile restante.

La surveillance du procédé d’usinage consiste à analyser les signaux en cours d’usinage,
afin de détecter les bris d’outils, ou de prédire la qualité de surface de la pièce usinée.
La plupart des recherches sur la surveillance des conditions d’usinage se concentrent sur
la surveillance de l’usure de l’outil [120]. D’autres articles considèrent l’impact du brou-
tement sur la qualité de surface de la surface usinée [103]. La littérature traite de la
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prédiction et de la surveillance de ces vibrations instables, par des signaux de vibration
ou de force [92, 74]. La surveillance de l’état des outils peut s’appuyer sur l’apprentissage
automatique, généralement de manière supervisée, pour construire un modèle prédictif
[69]. Par exemple, un réseau neuronal probabiliste peut classer les outils cassés et ceux en
bon état [56].

Réseaux bayésiens et utilisation dans l’industrie

Les réseaux bayésiens (RB) sont des modèles graphiques probabilistes adaptés à la
maintenance ou à la surveillance en cours de processus dans l’industrie manufacturière
[135]. En effet, leur capacité à modéliser des systèmes complexes sous incertitude, à ap-
prendre ces modèles avec des jeux de données non étiquetés, incomplets, déséquilibrés
ou de petite taille [9] est bien connue. Tidriri et al [121] passent en revue les principales
approches guidées par les données et basées sur les modèles pour le diagnostic des défauts
de processus et comparent leurs avantages et leurs inconvénients respectifs. Les réseaux
bayésiens offrent une grande fiabilité pour gérer l’incertitude. Par exemple, Atoui et al [5]
proposent d’utiliser des réseaux bayésiens avec un modèle de mélange gaussien pour la
surveillance supervisée de procédés de fabrication guidée par les données. Des approches
supervisées sont souvent proposées, alors que la collecte de données étiquetées en cours de
processus est généralement impossible dans l’industrie. De plus, l’interaction potentielle
entre l’état de la machine et l’état du procédé n’est pas étudiée dans la littérature, et
encore moins avec la prise en compte des incertitudes.

Co-training

Améliorer l’apprentissage d’un modèle donné avec les résultats d’un autre modèle est
l’un des principes fondateurs du co-training. Blum et Mitchell [13] et Nigam et Ghani [96]
ont proposé un paradigme d’apprentissage semi-supervisé, qui entraîne deux classifieurs
bayésiens naïfs à partir de deux vues différentes et laisse les classifieurs étiqueter des
données non étiquetées l’un pour l’autre. Yu et al [137] a utilisé un modèle graphique
bayésien non dirigé pour le co-training.

L’apprentissage avec le co-training se fait classiquement de façon semi-supervisée. Le
travail de cette thèse sur l’apprentissage des paramètres avec le co-training se concentre
sur le développement de stratégies non-supervisées.
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Plan de la thèse

La thèse est divisée en deux parties, la partie I traite de l’état de l’art et la partie II
détaille les contributions scientifiques de la thèse.

État de l’art

La partie du manuscrit sur l’état de l’art comporte le chapitre 1 sur les réseaux bayé-
siens, qui développe la définition formelle de ces modèles, les méthodes d’apprentissage de
leur structure et de leurs paramètres, en particulier dans le cas de données manquantes.
Ce chapitre décrit également des concepts spécifiques à notre problématique, tels que l’uti-
lisation de fonctions d’agrégation, les méthodes de discrétisation de variables ou encore la
sélection de variables. Le chapitre 2 sur le co-training présente les principes et limitations
du co-training. Les hypothèses intrinsèques aux techniques de co-training y sont détaillées
ainsi qu’une discussion sur l’importance de ces hypothèses.

Contributions

La partie contributions de la thèse est constituée de trois chapitres qui englobent deux
thèmes majeurs de recherche et leurs applications. Le chapitre 3 présente une structure
générique de réseau bayésien pour le diagnostic (industriel, médical, etc) à partir d’un
ensemble de capteurs. Ce chapitre détaille également la méthode d’apprentissage de ce
modèle et la stratégie d’utilisation de cette architecture pour la sélection des entrées per-
tinentes pour le diagnostic. La méthode de sélection des variables est validée sur plusieurs
jeux de données artificiels.

Le chapitre 4 développe les avancées de cette thèse dans le domaine du co-training non-
supervisé, avec pour contributions trois stratégies génériques utilisables par tout modèle
graphique probabiliste. Les performances de ces stratégies de co-training non-supervisées
sont validées sur un ensemble de jeux de données artificiels et de jeux de données issus du
dépôt de référence UCI [33].

Comme le montre la figure 1, les contributions des deux premiers chapitres sont alors
reprises dans le chapitre 5 qui détaille l’utilisation de deux réseaux bayésiens, dont les
paramètres sont appris grâce à nos stratégies de co-training non-supervisé sur un jeu de
données d’usinage issu de conditions réelles de fabrication. La méthode de sélection des
variables évoquée précédemment est appliquée sur ce jeu de données.
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Article [89] struc-
ture générique de RB
diagnostic de broche

Article [88] stratégies
de co-training et ré-

sultats expérimentaux

Chapitre 3 Structure géné-
rique RB pour le diagnostic

Chapitre 4 Stratégies de
co-training non-supervisé

Chapitre 5 Diagnos-
tic de broche en usinage

diagnostic co-training

Figure 1 – Organisation des contributions du manuscrit : chapitres et publications

La structure générique détaillée dans le chapitre 3 a été originellement publiée dans
l’article [89]. Les propositions de l’article [88] se situent quant à elles dans les stratégies
de co-training non supervisées du chapitre 4.

Table de notations

La table 2 reprend l’ensemble des notations utilisées dans le manuscrit en deux parties
distinctes : les notations liées aux données, et celles liées au réseau bayésien.

Notation Objet en lien avec les données

D = {Do, Dm}
ensemble des données, composé de Do et Dm

respectivement les données observées et les données manquantes

d = {do, dm}
instance des données, composé de do et dm

respectivement les valeurs observées et les valeurs manquantes
y valeur de la vérité de la classe pour une instance donnée
DA ensemble des données annotées
DĀ ensemble des données non-annotées
dA ∈ DA instance annotée
dĀ ∈ DĀ instance non-annotée
suite à la page suivante...
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suite de la table de notations

DC ensemble des données classifiées (originellement non-annotées
mais dont une étiquette a été ajoutée par un classifieur)

rD ratio de déséquilibre des données (taux d’instances positives)
N nombre d’échantillons
Xi ième vue (co-training)
Notation Objet en lien avec le réseau bayésien
M le modèle
G graphe
G espace des graphes
D distribution
θ paramètres du RB
X variable
x valeur prise par une variable
X ensemble de variables
x ensemble de valeurs de variables
n nombre de variables
d nombre de paramètres libres du modèle
ri nombre d’états de la variable Xi

pa(Xi) parents de Xi dans la structure du réseau bayésien
l prédiction en sortie du modèle pour une instance donnée
qi nombre d’états de Pa(Xi)
θijk = P (Xi = xk|Pa(Xi) = xj)
N

′
ijk exposant de Dirichlet de θijk

N
′
ij = ∑ri

k=1 N
′
ijk

Nijk nombre d’entrées dans un jeu de données où Xi = xk et Pa(Xi) = xj

Nij = ∑ri
k=1 Nijk

α a priori de Dirichlet
αijk a priori de Dirichlet pour Xi = xk et Pa(Xi) = xj

H entropie
τj,i jème seuil du ième capteur

Table 2 – Table des notations
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Les réseaux bayésiens [101, 16] sont une famille de modèles probabilistes qui sont
capables de représenter de manière concise les relations de dépendances entre les variables.
La partie 1.1 rappelle la définition formelle d’un réseau bayésien. La partie 1.2 évoque les
différentes méthodes existantes pour l’apprentissage de la structure et/ou des paramètres
dans un réseaux bayésien. La partie 1.3 détaille le cas des variables continues. La partie
1.4 passe en revue les possibles utilisations des réseaux bayésiens pour la classification
et/ou le diagnostic.

1.1 Définition

Definition 1.1.1. Un réseau bayésien (RB) [16] est défini par un graphe G et ses para-
mètres θ tels que :
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1.1. Définition

X1

X2

X3

P (X1)
F T

0.2 0.8
P (X2|X1)

X1 F T
F 0.4 0.6
T 0.01 0.99

P (X3|X1)
X1 F T
F 0.4 0.6
T 0.2 0.8

Figure 1.1 – Exemple de réseau bayésien

— G = (V, E) est un graphe orienté sans circuit où V est un ensemble de variables
aléatoires (X1, X2, ..., Xn) qui correspondent aux nœuds du graphe G et E est un
ensemble d’arêtes ;

— θ = {P (Xi|Pa(Xi))} est l’ensemble des distributions de probabilités conditionnelles
de chaque nœud sachant ses parents, où Pa(Xi) sont les parents de Xi dans le
graphe G.

La figure 1.1 montre un réseau bayésien avec trois variables aléatoires et leurs distri-
butions de probabilité conditionnelles correspondantes. Dans un souci de simplification,
chacune des variables aléatoires de cet exemple est booléenne et ne peut prendre que deux
valeurs, Vrai (T) ou Faux (F), mais en pratique, il n’y a aucune restriction sur le nombre
de valeurs que peut prendre une variable aléatoire discrète.

Tout modèle probabiliste complet doit, explicitement ou implicitement, représenter
la distribution conjointe, c’est-à-dire la probabilité de chaque événement possible tel que
défini par les valeurs de toutes les variables. Les réseaux bayésiens sont compacts car ils
factorisent la distribution conjointe en distributions conditionnelles locales pour chaque
variable compte tenu de ses parents. En outre, toute distribution conjointe sur un en-
semble de variables peut être représentée par un réseau bayésien entièrement connecté.
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Partie I, Chapitre 1 – Réseaux bayésiens

L’interprétation générale des réseaux bayésiens indique que la distribution jointe s’écrit
comme dans l’équation 1.1.

P (X1, X2, ..., Xn) =
n∏

i=1
P (Xi|Pa(Xi)) (1.1)

Les réseaux bayésiens constituent un moyen approprié pour aborder de nombreux pro-
blèmes d’intelligence artificielle, si l’objectif est de parvenir à des conclusions de manière
probabiliste plutôt que sous forme de propriétés logiques.

1.2 Apprentissage de réseaux bayésiens

Les réseaux bayésiens, de par leur constitution, présentent l’avantage de pouvoir être
défini à la main à partir de connaissances préalables, ou à travers un algorithme d’appren-
tissage à partir de données. Il existe de nombreux algorithmes pour apprendre la structure
et/ou les paramètres d’un réseau bayésien à partir de données. Les sous-parties 1.2.1 et
1.2.2 évoquent certaines méthodes existantes, fréquemment utilisées pour de l’apprentis-
sage respectivement de structure et de paramètres. Daly et al [25] détaillent l’étendue
des méthodes développées durant les dernières décennies pour l’apprentissage des réseaux
bayésiens, et essentiellement de leur structure.

1.2.1 Apprentissage de structure

L’apprentissage automatique de structure consiste, à partir de l’ensemble de variables
d’entrées à construire le graphe G en créant des arcs entre certaines variables.

Les algorithmes existants pour la construction de la structure du graphe sont répartis
notamment en méthodes basées sur le score et en méthodes basées sur la contrainte.

Méthodes basées sur le score

Le but est de maximiser une fonction de score telle que décrite dans l’équation 1.2.

arg max
G∈G

score(G, D) (1.2)

Un des scores fréquemment utilisés est le Bayes Dirichlet equivalent uniform (BDeu)
[15, 22, 52] qui mesure la probabilité d’un graphe dirigé sans circuit choisi compte tenu des
données disponibles. Le BDeu suppose une distribution de probabilité a priori uniforme
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1.2. Apprentissage de réseaux bayésiens

sur tous les graphes possibles est un cas particulier du Bayes Dirichlet (BD) avec N
′
ijk =

N
′
/riqi. Ce dernier a été tout d’abord décrit par Cooper et Herskovits [22] puis a été

repris par Heckerman et Geiger [51] pour créer le BDeu, dans l’équation 1.3.

BDeu(G, D) = P (G)
N∏

i=1

qi∏
j=1

Γ(N ′
ijk)

Γ(N ′
ijk + Nijk)

ri∏
k=1

Γ(N ′
ijk)

Γ(N ′
ijk + Nijk) (1.3)

Le score Bayesian Information Criterion (BIC), défini dans l’équation 1.4 est égale-
ment très largement utilisé. d est le nombre de paramètres libres du modèle. Le principe
de ce score est de pénaliser la complexité du modèle pour éviter le surapprentissage.

BIC(G, D) = − log P (D|θ, G) + d

2 log n (1.4)

Ces deux scores ont pour but d’approcher la vraisemblance marginale P (D|G) et ont
l’avantage d’être décomposables.

Méthodes basées sur la contrainte

Ces algorithmes utilisent une série de tests d’indépendance conditionnelle pour ap-
prendre les indépendances entre les variables du modèle.

Un des algorithmes fréquemment utilisés est l’algorithme PC [116], qui part d’un
graphe complet non-orienté et supprime des arcs en fonction des indépendances condi-
tionnelles calculées. Cet algorithme peut-être utilisé avec un test du χ2 ou d’information
mutuelle (IM). L’algorithme PC classique est dépendant de l’ordre des variables et a été
amélioré par Colombo et al [21] pour le rendre indépendant de l’ordre.

1.2.2 Apprentissage automatique de paramètres

L’apprentissage des distributions de probabilité à partir de données prend place après
l’obtention du graphe et peut-être fait avec des données dites complètes ou incomplètes.
Dans ce deuxième cas, soit il peut manquer des valeurs dans certaines lignes ou colonnes de
façon éparpillée, soit il s’agit de variables sans aucune observation, i.e. variables latentes.

Données complètes

Maximum likelihoog estimate (MLE) est une méthode fréquemment utilisée pour l’ap-
prentissage de paramètres avec des données complètes [62]. La formule pour le calcul des
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Partie I, Chapitre 1 – Réseaux bayésiens

Algorithme 1 : Espérance-maximisation
Entrée : D, θ0, seuilϵ
Sortie : θ∗

1 θ = θ0
2 tant que ϵ > seuilϵ faire
3 Q(θ|θi) = E[log P (D|θ)|Do, θi] // étape du calcul de l’espérance
4 θi+1 = arg maxθ(Q(θ|θi)) // étape de maximisation
5 ϵ = variation de la vraisemblance
6 θ∗ = θi

probabilités se trouve dans l’équation 1.5 [44], où Nijk est le nombre d’entrées dans un
jeu de données où Xi = xk et Pa(Xi) = xj et Nij = ∑ri

k=1 Nijk.

θMLE
ijk = Nijk

Nij

(1.5)

La méthode d’estimation des paramètres expected a posteriori (EAP) est également
populaire, sa formule est donnée par l’équation 1.6 [61], où αijk est l’a priori de Dirichlet
pour Xi = xk et Pa(Xi) = xj.

θEAP
ijk = Nijk + αijk∑ri

l=1(Nijl + αijl)
(1.6)

Données incomplètes

L’apprentissage avec des données incomplètes est plus délicat. Plusieurs méthodes
existent pour ce faire, telles que la méthode de Monte-Carlo, l’estimation bayésienne
robuste, ou encore l’algorithme expectation-maximization (EM), qui fait partie des plus
utilisés.

EM a été introduit par Dempster et al [28] pour l’apprentissage des données incom-
plètes et est détaillé dans l’algorithme 1. C’est un algorithme itératif qui fonctionne par
alternance de deux étapes :

1. Estimation de la probabilité des valeurs manquantes en fonction de la valeur ac-
tuelle des paramètres à estimer ;

2. Actualisation des paramètres.

La condition d’arrêt de EM peut être un nombre d’itérations maximum ou un seuil de
variation de la vraisemblance.
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1.2. Apprentissage de réseaux bayésiens

X1

X2

X3

Y
OU

P (Y |X1, X2, X3)
X1 X2 X3 F T
F F F 1 0
F F T 0 1
F T F 0 1
F T T 0 1

...
T T T 0 1

Figure 1.2 – Fonction déterministe : exemple du ou logique

EM présente l’inconvénient [39] d’être très dépendant de l’initialisation et de s’arrê-
ter souvent sur des optimums locaux. Il est souvent très intéressant d’avoir une bonne
connaissance du système modélisé pour initialiser de manière pertinente les paramètres
afin d’obtenir de meilleures performances.

1.2.3 Formes particulières de distributions

Certaines distributions particulières de distributions sont adaptées et permettent d’amé-
liorer la définition du modèle dans certain cas. Les fonctions déterministes et les interac-
tions canoniques font partie de ces formes particulières.

Fonctions déterministes

Utiliser une fonction déterministe pour définir la table de probabilité conditionnelle
d’une variable a plusieurs avantages. Cela permet de gagner en temps de calcul car il n’y a
pas calculs à effectuer pour estimer la distribution conditionnelle pour cette dépendance.
Pour un modèle difficile à apprendre (peu de données à disposition, apprentissage non-
supervisé, etc), utiliser une fonction déterministe permet de gagner en précision dès lors
que la fonction utilisée est bien adaptée au problème traité. Ces fonctions peuvent-être par
exemple un min, un max, un ou, ou bien d’autres fonctions plus complexes. Les figures 1.2
et 1.3 montrent respectivement un exemple de table de probabilité conditionnelle définis
à partir des fonctions déterministes ou et max.

Cependant, la détermination des tables de probabilités à partir de fonctions détermi-
nistes présente l’inconvénient d’un manque de souplesse qui peut poser problème pour des
cas particulier, des valeurs aberrantes.
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Partie I, Chapitre 1 – Réseaux bayésiens

X1

X2

X3

Y
MAX

P (Y |X1, X2, X3)
X1 X2 X3 0 1 2
0 0 0 1 0 0
0 0 1 0 1 0
0 0 2 0 0 1
0 1 0 0 1 0

...
2 2 2 0 0 1

Figure 1.3 – Fonction déterministe : exemple du max (généralisation du ou logique)

Fonctions d’interactions canoniques

Pearl [102] décrit les interactions canoniques comme étant le lien entre une variable
et l’ensemble de ses causes. Une interaction canonique y est dite disjonctive si chaque
membre d’un ensemble de conditions est vraisemblable de causer un certain événement,
et que l’occurrence de plusieurs de ces conditions ne diminue pas la vraisemblance de
l’événement en question. Autrement dit, les causes sont chacune supposées être suffisantes
pour causer l’effet, et leur capacité à causer l’effet est supposée indépendante de la présence
d’autres causes.

Une alternative dite d’interaction conjonctive est également évoquée par Pearl [102],
où les causes seraient non indépendantes et où la présence d’une des causes pourraient
entraîner l’effet seulement si elle est associée à une autre, etc.

La porte ou bruité (noisy or) est une interaction canonique disjonctive, largement
utilisée dans les réseaux bayésiens [100]. Les variables causes sont booléennes et sont
notées X1 ; X2 ; ... ; Xn et la variable d’effet Y . De plus :

— chacune des causes Xi a une probabilité pi d’être suffisante pour produire l’effet en
l’absence de toutes les autres causes ;

— l’aptitude de chaque cause à être suffisante est indépendante de la présence d’autres
causes.

Les deux hypothèses ci-dessus nous permettent de spécifier la totalité de la distribution
de probabilité conditionnelle avec seulement n paramètres p1 ; p2 ; . . . ; pn. pi représente
la probabilité que l’effet Y soit vrai si la cause Xi est présente et que toutes les autres
causes Xj , j ̸= i, sont absentes. La figure 1.4 représente la forme générique de la porte ou
bruité avec les pi. La figure 1.5 montre un exemple de ou bruité avec p1 = 0.7, p2 = 0.8,
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1.2. Apprentissage de réseaux bayésiens

X1

X2

X3

Y
OU BRUITÉ

P (Y |X1, X2, X3)
X1 X2 X3 F T
F F F 1 0
F F T 1 − p3 p3
F T F 1 − p2 p2

F T T (1 − p2)×
(1 − p3)

1 − ((1 − p2)×
(1 − p3))

...
T F F 1 − p1 p1

T T T
(1 − p1)×
(1 − p2)×
(1 − p3)

1 − ((1 − p1)×
(1 − p2)×
(1 − p3))

Figure 1.4 – Modèle canonique disjonctif : cas de la porte ou bruité

X1

X2

X3

Y
OU BRUITÉ

P (Y |X1, X2, X3)
X1 X2 X3 F T
F F F 1 0
F F T 0.1 0.9
F T F 0.2 0.8
F T T 0.02 0.98

...
T T T 0.006 0.994

Figure 1.5 – Exemple de porte noisy or avec p1 = 0.7, p2 = 0.8, p3 = 0.9

p3 = 0.9.

pi = P (y|x̄1, x̄2, x̄3, xi, ..., x̄n−1, x̄n) (1.7)

Onisko et al [100] détaillent que les formules de l’équation 1.7 et 1.8 découlent des affir-
mations précédentes, avec Xp l’ensemble des Xi présents, c’est-à-dire que Xi ∈ Xp ⇐⇒
xi = T . Enfin, celles-ci permettent de construire entièrement la table de distribution
conditionnelle de Y .

P (y|Xp) = 1 −
∏

i:Xi∈Xp

(1 − pi) (1.8)

Diez et Druzdzel [31] définissent une équivalence à la définition précédente donnée par
Pearl de la porte ou bruité, qui comprend des paramètres bruités (noisy parameters : les
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Partie I, Chapitre 1 – Réseaux bayésiens

HX1

HX2

HX3

X1

X2

X3

Y
MAX

P (Y |HX1, HX2, HX3)
X1 X2 X3 0 1 2
0 0 0 1 0 0
0 0 1 0 1 0
0 0 2 0 0 1
0 1 0 0 1 0

...
2 2 2 0 0 1

P (HX3|X3)
X3 0 1 2
0 1 0 0
1 1-(p11+p12) p11 p12
2 1-(p21+p22) p21 p22

Figure 1.6 – Modèle canonique disjonctif : équivalence de la porte noisy max proposée
par Diez et Druzdzel [31].

variables HXi) suivi d’un ou classique. Ils appellent ces équivalences des Noisy ICI models
et cette forme est présentée dans la figure 1.6 sous sa généralisation max bruité.

Le max bruité (noisy max) est une généralisation du ou bruité [30, 53]. Les sorties ne
sont plus vrai (T) ou faux (F), mais n’importe quelle valeur du domaine de la variable
d’effet. Par exemple, dans la figure 1.6, les variables peuvent prendre les valeurs 0, 1, ou
2. Le max bruité est souvent utilisé pour représenter des modèles causaux [117].

Zagorecki et Druzdzel [138] explorent des réseaux bayésiens construits par expertise
pour y chercher des portes max bruité qui n’avaient pas été explicitées, et proposent un
algorithme pour transformer une table de distribution conditionnelle en porte max bruité.
Cette transformation peut se faire sous certaines conditions : 1) le nœud enfant et tous
ses parents doivent être des variables pour lesquelles des valeurs élevées correspondent
à une occurence de l’effet ; 2) chacun des nœuds parents doit représenter une cause qui
peut produire l’effet (le nœud enfant) en l’absence des autres causes, et 3) il ne doit pas y
avoir de corrélation significative entre les causes. Takikawa et d’Ambrosio [117] proposent
une méthode de factorisation de max bruité pour réduire les temps de calculs lors de son
utilisation.
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1.3. Extension aux variables continues

1.3 Extension aux variables continues

Lorsqu’une variable à intégrer dans un réseau bayésien est définie sur un domaine
continu, il est possible de discrétiser préalablement cette variable pour obtenir un modèle
totalement discret, ou encore de conserver l’aspect continu de cette variable en l’intégrant
telle quelle dans le modèle.

1.3.1 Discrétisation

Le processus de discrétisation consiste à prendre en entrée des valeurs numériques
continues et à les associer à des intervalles de discrétisation. Aguilera et al [2] rendent
compte du fait qu’environ 50% des travaux procédant à une discrétisation avec des réseaux
bayésiens ne détaillent pas la méthode de discrétisation utilisée, ce qui complexifie l’étude
de ce champ de travaux.

Le choix de la méthode de discrétisation peut faire considérablement varier les perfor-
mances finales [99], de même que le choix du nombre d’intervalles de discrétisations [38].
Les valeurs continues peuvent être gérées de plusieurs façons : leur discrétisation peut être
manuelle, supervisée ou non-supervisée [10].

Discrétisation manuelle

La méthode la plus fréquemment utilisée [3] est la discrétisation manuelle [106, 105].
Elle consiste à ce qu’une personne, souvent un expert du domaine d’application, détermine
les seuils des intervalles de discrétisation, en se basant sur ses connaissances et éventuel-
lement à l’aide d’outil pour la compréhension des données tels que des histogrammes
[10].

L’utilisation de cette méthode permet donc d’incorporer des connaissances d’expert,
les intervalles finaux sont interprétables et enfin il ne requiert pas forcément de calculs
sur ordinateur [10]. L’inconvénient est que cette la discrétisation manuelle est difficilement
applicable si un expert n’est pas disponible pour passer du temps à la mettre en place.

Discrétisation non-supervisée

La discrétisation non-supervisée est utilisée lorsqu’aucun expert n’est disponible pour
déterminer la discrétisation. Les algorithmes equal-width (EW) et equal-frequency (EF)
[63] sont fréquents dans ce cas. Le premier consiste à diviser le domaine de définition en
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Partie I, Chapitre 1 – Réseaux bayésiens

un nombre donné d’intervalles de tailles égales, ce qui fonctionne plutôt bien pour des
variables aux distributions uniformes mais qui génère des distributions de probabilités
dégénérées hors de ce cas idéal [10]. Le deuxième algorithme, EF définit des intervalles
de fréquences égales, ce qui a tendance à dissimuler les valeurs extrêmes, qui sont souvent
intéressants dans un cas applicatif. Le nombre d’intervalles utilisé en pratique est généra-
lement compris entre 2 et 10 [124]. Sari et al [111] utilisent quant à eux une discrétisation
préalable à l’aide de l’algorithme des k-moyennes.

Ces algorithmes ont l’avantage d’être simple à mettre en œuvre et de nécessiter peu de
coûts de calculs, cependant une discrétisation préalable à l’apprentissage, basée unique-
ment sur la distribution de chaque variable indépendemment peut faire perdre beaucoup
d’informations. De plus, les intervalles appris ne sont généralement pas interprétables.

La discrétisation non-supervisée présente l’intérêt d’être globalement peu gourmand
en calculs, de ne pas nécessiter le connaissance a priori ni d’expert, et enfin d’être glo-
balement résistant au bruit dans les données [10]. Cependant, les intervalles appris n’ont
généralement pas de signification, et ils peuvent avoir peu d’intérêt au regard de la pré-
dictivité du modèle car l’apprentissage ne prend pas en compte la variable cible.

Discrétisation supervisée

La discrétisation supervisée est la moins utilisée des techniques de discrétisation, elle
consiste à utiliser la sortie finale de la classe pour optimiser la discrétisation de chaque
variable d’entrée.

Dougherty et al [32] prouvent leur méthode de discrétisation supervisée utilisée avec
un classifieur bayésien naïf (figure 1.7) comme étant meilleure que la discrétisation non-
supervisée sur un large ensemble de jeux de données. Les méthodes basées sur l’entropie
telles que celles proposées par Fayyad et al [36] ou Kononenko [72] sont fréquemment
utilisées [10]. Cependant, la discrétisation supervisée pour les réseaux bayésiens reste la
moins utilisée dans la littérature.

L’avantage de l’apprentissage de la discrétisation de façon supervisée est que ce dernier
va optimiser la capacité prédictive du modèle et offre généralement de meilleurs résultats
qu’un apprentissage non-supervisé. Cependant, de la même façon que pour l’apprentissage
non-supervisé, les intervalles appris peuvent ne pas être interprétables.

Aucune méthode de discrétisation n’est reconnue comme étant globalement meilleure
que les autres, et la méthode à utiliser va fortement dépendre de l’application. En effet,
dans le cas où il faut respecter une signification pré-déterminée des valeurs, la discréti-
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1.4. Utilisation en classification et diagnostic

sation manuelle sera en général bien adaptée. Si le but est de tester beaucoup de jeux
de données, il vaudra certainement mieux utiliser une méthode automatique, etc. Il est
cependant fortement recommandé, si possible, de vérifier l’impact de plusieurs discrétisa-
tions différentes sur le résultat final d’un modèle appris à partir de données, ainsi que sur
ses performances [99].

Pour éviter la perte d’information liée à un pré-traitement, il est possible d’apprendre
la discrétisation de chaque variable en même temps que le reste du modèle.

1.3.2 Modèle hybride

Un réseau bayésien hybride est un modèle qui intègre des variables définies dans un
domaine discret et d’autres dans un domaine continu.

Linear conditional gaussian bayesian network (LCGBN) est un terme général pour les
réseaux bayésiens incluant des distributions gaussiennes conditionnelles dans la définition
de certaines variables. La distribution d’une variable continue peut être exprimée à l’aide
d’une ou plusieurs gaussiennes [93].

Song et al [114] proposent une autre méthode probabiliste, Gaussian process latent
variable model (GP-LVM) basée sur du clustering pour la discrétisation multivariée de
données à haute dimension et à forte corrélation. Cette approche offre de bons résultats
en classification mais perd de l’information car elle n’exploite pas la structure du réseau.

La méthode de discrétisation multivariée [82] permet de maximiser l’information utili-
sée grâce à une méthode de discrétisation utilisant un mélange de gaussiennes. Pour éviter
l’immense coût calculatoire d’apprendre conjointement la structure du réseau bayésien et
la discrétisation des variables, cette méthode fonctionne par itération en alternant l’ap-
prentissage du graphe avec une discrétisation fixée, et une optimisation de la discrétisation
avec une structure donnée. De la même façon, l’étape de la discrétisation fixe les valeurs
de toutes les variables sauf une, et optimise les gaussiennes de discrétisation des variables
une à une jusqu’à ce qu’un certain critère soit rencontré.

1.4 Utilisation en classification et diagnostic

Les réseaux bayésiens sont des modèles polyvalents qui peuvent être utilisés pour
plusieurs objectifs. La classification est un usage très fréquent des modèles prédictifs de
manière générale et de nombreuses études ont été effectuées pour utiliser les réseaux
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Figure 1.7 – Classifieur Bayésien naïf

bayésiens dans ce sens (partie 1.4.1). Les réseaux bayésiens présentés peuvent être utilisés
pour divers domaines d’application (partie 1.4.3).

1.4.1 Réseau bayésien pour la classification

Le classifieur bayésien le plus simple et classique est le classifieur bayésien naïf (figure
1.7). C’est une structure simple, dans laquelle le nœud de la variable classe est le seul
parent de chaque autre variable. La construction du classifieur bayésien naïf repose sur
l’hypothèse que toutes ses variables sont indépendantes sachant la classe, ce qui s’exprime
comme dans l’équation 1.9 [109].

P (X|yk) =
n∏

j=1
P (Xj|yk) (1.9)

Cette hypothèse d’indépendance entre les variables est en théorie peu réaliste, car les
variables sont très rarement indépendantes dans un problème de classification. Cependant,
le classifieur bayésien naïf offre en pratique de bonnes performances dans de nombreuses
tâches de classification, surtout quand les différentes variables ne sont pas fortement cor-
rélées [77]. Les bonnes performances de ce modèle simple en ont fait un axe de recherche
privilégié et a donné lieu à de multiples études, donnant pour résultat tout un éventail
d’améliorations possible. Bielza et al [12] proposent une hiérarchisation de ces modèles
par ordre croissant de complexité (voir figure 1.8).

De nombreuses variantes structurelles du classifieur bayésien naïf ont également été
proposées, entre autre le tree augmented bayésien naïf ou le BN augmented bayésien
naïf. Le tree augmented bayésien naïf (TAN, voir figure 1.9) est construit de la même
façon qu’un classifieur bayésien naïf classique, puis un arbre est appris sur l’ensemble des
variables privé de la classe. Le BN augmented bayésien naïf (BAN, voir figure 1.10) quant
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P (Y |X1, ..., Xn) ∝ P (Y, X1, ..., Xn)

P (Y )P (X1, ..., Xn|Y ) P (Y |Pa(Y )) ∏n
i=1 P (Xi|Pa(Xi)) P (Y |Pa(Y )) ∏n

i=1 P (Xi|Pac(Xi))

Bayésien
naïf

Bayésien
naïf sélectif

Bayésien
semi-naïf TAN BAN

Basé sur
la couverture
de Markov

RBG
Bayesian
multinets

Figure 1.8 – Catégorisation des classifieurs de réseaux bayésiens discrets en fonction de
la factorisation de P (X, Y ). Illustration issue des travaux de Bielza et al [12].
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Figure 1.9 – Exemple de tree augmented Bayésien naïf
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Figure 1.10 – Exemple de BN augmented Bayésien naïf (BAN)

à lui, enlève une contrainte par rapport au TAN car il consiste également à former un
graphe entre l’ensemble des variables privé de la classe, mais n’impose pas que ce graphe
soit un arbre.

Enfin, un classifieur peut également être construit à partir d’un réseau bayésien gé-
néraliste (RBG), qui est un réseau bayésien qui n’a pas de structure imposée et pour
lequel le nœud de la variable classe est traité comme n’importe quel autre. Après une
phase d’apprentissage de la structure, si les données sont complètes, les nœuds qui sont
en dehors de la couverture de Markov peuvent être supprimés du nœud de classification.
La couverture de Markov d’un nœud englobe ses parents, ses enfants et les autres parents
de ses enfants.

Les différentes variantes du classifieur bayésien naïf ont plusieurs avantages. Le fait
que l’espace de recherche de structure soit considérablement réduit permet un temps
d’apprentissage plus rapide, surtout dans le cas du TAN, et leur donne l’avantage de
pouvoir intégrer plus facilement des connaissances d’expert [18].

1.4.2 Sélection de variables

Lors de l’utilisation de modèles pour la classification automatique, la question du choix
des variables utilisées en entrées se pose. Hoque et al [54] énumèrent quatre types d’ap-
proches différentes pour la sélection de variables. La première est l’approche par filtre,
qui se fait hors du processus d’apprentissage du modèle [47] ; les variables peuvent être
filtrées (filter approach) grâce à une mesure de corrélation, ou un clustering avec des
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k-moyennes par exemple. L’avantage de cette méthode est son effacitée ; de très nom-
breuses variables peuvent être filtrées en très peu de temps. La deuxième approche, dite
enveloppante (wrapper approach), utilise comme métrique la précision du modèle en tant
que classifieur. Ce type de méthode donne généralement de bons résultats mais est plus
demandeur en terme de puissance calculatoire [14, 65]. Les méthodes dite "intégrées" (em-
bedded approach) reposent sur le même principe que les méthodes enveloppantes mais sont
spécifiques à chaque algorithme [54, 47]. Enfin, il existe des approches mixtes (hybrid ap-
proaches), qui mêlent les approches enveloppantes et celles par filtre ; la méthode par filtre
pré-sélectionne un ensemble de variables et ce dernier est ensuite affiné avec la méthode
enveloppante [55]. Cette approche permet de conserver les avantages des deux méthodes.

Dans le cas de l’utilisation d’un modèle probabiliste tel qu’un réseau bayésien, il est
possible de filtrer les variables à l’aide de l’information mutuelle, qui est la quantité
d’information que l’on va obtenir sur une variable aléatoire lorsqu’une autre sera mesurée.
Dans le cas discret, l’information mutuelle est définie par l’équation 1.10.

IM(X, Y ) =
∑

Xi∈x,y

P (X = x, Y = y) log P (X = x, Y = y)
P (X = x)P (Y = y) (1.10)

La première proposition d’utilisation de l’information mutuelle pour la sélection de
variables pour la classification a été faite par Battiti [8] avec l’algorithme MIFS (mutual
information feature selection). MIFS consiste à ajouter une à une les variables à l’en-
semble de variables sélectionnées (initialisé vide) S, en choisissant à chaque itération la
variable qui maximise l’information mutuelle avec la variable classe en prenant en compte
l’information mutuelle des autres variables choisies tel que dans l’équation 1.11, où β est
un hyper-paramètre à choisir. Cette méthode est une approche par filtre. La procédure
utilisée est une forward selection, c’est-à-dire une sélection par ajout de variable.

IM(X, Y ) −
∑

Xi∈S
β × IM(X, Xi) (1.11)

Hoque et al [54] utilisent le même principe avec l’algorithme MIFS-ND mais en mi-
nimisant la moyenne des informations mutuelles entre variables là où Battiti [8] prend
seulement en compte les variables déjà ajoutées à S.

Ces approches basées sur des calculs d’information mutuelle sont des algorithmes ité-
ratifs, qui sont décrits comme étant exécutés jusqu’à obtenir un sous-ensemble de k va-
riables. Cependant, il est parfois préférable de ne pas choisir un nombre de variables
donné à l’avance, et de déterminer le sous-ensemble en se basant sur l’évolution d’un cri-
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tère décrivant le modèle, tel que, par exemple, l’information mutuelle. Plusieurs méthodes
proposent des solutions [139, 122, 112] pour trouver un coude dans un vecteur de données
à deux dimensions, ce qui peut être appliqué dans le cas de l’évolution d’une métrique
au cours du temps. La recherche d’un coude permet de sélectionner le moment où il est
préférable d’arrêter l’optimisation car l’amélioration de la métrique sélectionnée a diminué
[112]. Certaines des approches sont basées sur des mesures d’angle [139], ou des variations
de moyennes dynamiques dans le cas de détection de coude au fur et à mesure de l’arrivée
des données [110]. La méthode proposée par Satopää et al [112] sélectionne le coude dans
les données en traçant une ligne entre les points (xmin, ymin) et (xmax, ymax). La figure
1.11 montre la façon dont sont exploitées les données : le point le plus éloigné de la ligne
reliant (xmin, ymin) et (xmax, ymax) sur l’image (a) est le maximum local de la courbe de
l’image (c). L’image (b) montre l’étape intermédiaire de calcul des valeurs de y pour la
courbe résultante.

1.4.3 Domaines d’application

Les réseaux bayésiens offrent une généralité et une gestion de l’incertain qui est utile
dans de nombreux domaines, notamment dans des cas critiques tels que des applications
industrielles ou médicales, mais également dans des problèmes particulièrement complexes
de par le nombre de variables à prendre en compte, telles que des problématiques envi-
ronnementales.

Figure 1.11 – Illustration du fonctionnement de Kneedle, algorithme de détection de
coude, par Satopää et al [112]. (a) représente les données lissées et normalisées, le trait
pointillé indiquant la distance perpendiculaire à y = x à la distance maximale. (b) montre
les mêmes données, mais avec le trait pointillé de façon à être perpendiculaire à l’axe des
abscisses. L’amplitude de ces barres sert ensuite à déterminer les valeurs des ordonnées
des points de la courbe pointillée sur (c). Le coude est trouvé à x = 0,22.
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Industrie

Hanea et al [50] proposent différentes grandes catégories d’application des réseaux
bayésiens dans le domaine industriel :

— analyse de risque tels que solidité des barrages, transport aérien, etc ;
— fiabilité des structures, par exemple structure routière ;
— propriétés des matériaux, par exemple en apprendre plus sur les propriétés de

l’asphalte pour améliorer sa qualité et augmenter sa durée de vie.

Environnement et gestion de ressources

La formalisation de modèles environnementaux est intrinsèquement complexe, en par-
tie car l’information disponible est souvent très partielle.

Barton et al [7] traitent de problèmes de gestion de ressources, tel que la gestion
du stock de poisson pour la pêche [125], ainsi que d’applications environnementales. Par
exemple, Johnson et al [66] évalue la durabilité des populations de guépards en Namibie,
Farmani et al [35] étudient la pollution nappes phréatiques. Hanea et al [50] se penchent
également sur des problématiques de pollution en étudiant la corrélation entre la produc-
tion de dioxyde de soufre et la concentration de particules fines sur toute la partie Est
des Etats-Unis.

Médical

Langarizadeh et Moghbeli [76] proposent une vue d’ensemble sur l’utilisation d’un
classifieur bayésien naïf pour le diagnostic de maladies telles que tumeur cérébrale, diabète,
cancers, etc. Les résultats sont très bons (précision et spécificité supérieures à 80%),
surtout pour des cas de métastase au cerveau dans le cas du cancer du poumon [131],
de traumatisme crânien [71], de démence dans la maladie de Parkinson [90] ou encore de
maladie coronarienne [17].

La figure 1.12 résume les domaines d’utilisation des réseaux bayésiens en médecine
avec les proportions associées. Les réseaux bayésiens restent en proportion peu utilisés en
pratique dans des applications médicales, milieu dans lequel des méthodes basées sur des
régressions leur sont globalement préférés [4].
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Figure 1.12 – Distribution des maladies étudiées dans la littérature sur les réseaux
bayésiens. Illustration issue des travaux de McLachlan et al [85].

1.4.4 Diagnostic en usinage

Le diagnostic en usinage consiste à utiliser un classifieur pour prédire la présence de
défaillance dans le système utilisé ou de défaut sur les pièces produites. Les problèmes
en usinage sont souvent dûs à du broutement, à des vibrations, à l’usure de l’outil ou à
l’endommagement de la machine-outil, et notamment de la broche.
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Défaillance du système de production

Venkatasubramanian et al [127] répertorient trois types de dysfonctionnement diffé-
rents :

— les erreurs de paramètres, en raison de variations de l’environnement qui ne sont
pas inclues dans le modèle

— les changements structurels du processus, à cause de défaillance majeure de matériel
— les dysfonctionnements de capteurs
Ces travaux évoquent également un ensemble de critères d’évaluation d’un système

de diagnostic, parmi lesquels l’explicabilité, la robustesse, le taux d’erreur, la rapidité de
diagnostic.

Dey et al [29] utilisent des réseaux bayésiens dans le but de développer une métho-
dologie pour diagnostiquer la cause profonde lorsque le processus d’usinage ne se déroule
pas comme prévu. Nguyen [95] construit également un modèle permettant de trouver la
cause d’une défaillance dans un système de production à plusieurs étapes se déroulant
dans plusieurs lieux différents.

Wang et al [132] utilisent un classifieur bayésien naïf, un TAN et RBG pour prédire
les erreurs pendant l’usinage.

Qualité des pièces

Les problèmes de qualité en usinage sont souvent dues à l’usure de l’outil ou la rigidité
de la pièce [95]. Correa et al [23] comparent l’efficacité d’un réseau bayésien et d’un réseau
de neurones artificiel (RNA) pour la prédiction de la rugosité de la surface d’une pièce en
usinage à grande vitesse (UGV), et concluent que les RB sont meilleurs en précision de
classification, en temps de calcul, ainsi qu’en facilité d’interprétation.

Li et al [80] étudient la probabilité de la déformation de la pièce finale en fonction des
conditions d’usinage, en prenant pour exemple l’incertitude des contraintes résiduelles
respectivement initiales et celles induites par l’usinage.

1.5 Conclusion

Ce chapitre présente l’intérêt des réseaux bayésiens, notamment leur robustesse, ces
modèles graphiques probabilistes existant depuis plusieurs dizaines d’années et ayant fait
leurs preuves dans de nombreux cas théoriques et applicatifs. Ils ont la particularité d’être
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très maniables. En effet, il est possible d’apprendre indépendamment la structure et les
paramètres d’un réseau bayésiens. De plus, cet apprentissage peut se faire avec ou sans
données, et ces données peuvent ne pas être complètes.

Enfin, comme de nombreux modèles probabilistes, ils ont l’avantage d’être très inter-
prétables, ce qui rend leur utilisation très utile dans des domaines complexes et où chaque
problème non détecté peut-être critique, dans lesquel les utilisateurs ont particulièrement
besoin de comprendre les décisions qui sont prises par les modèles, tels que les domaines
médicaux ou industriels. Des connaissances d’experts peuvent être ajoutées à tous les ni-
veaux, de la discrétisation à la structure en passant par les distributions de probabilités,
ce qui renforce leur adaptation dans les domaines où il peut être difficile d’obtenir des
données, ou bien quand certaines valeurs ont une signification bien spécifique.

Notamment, le fait que les décisions des réseaux bayésiens soient explicables les rend
particulièrement adaptés pour la classification et le diagnostic. C’est pourquoi de nom-
breuses variantes de réseaux bayésiens avec des contraintes de structures ont été proposées
pour être encore plus facilement utilisable dans ce cadre. Parmi eux, le bayésien naïf est
très utilisé, apprécié pour sa simplicité.

Un inconvénient des réseaux bayésiens, notamment dans le cadre du diagnostic, est
de ne pas modéliser les variables sous une dimension temporelle. En effet, il peut être
utile lorsque l’on veut évaluer l’usure à un moment donné, de prendre en compte certaines
variables à un temps t−1, t−2, etc. C’est un pas nécessaire vers la maintenance prédictive.
Il existe une extension temporelle des réseaux bayésiens, non présentées dans ce chapitre
car ils sortent du contexte de notre étude : les réseaux bayésiens dynamiques.

✓ De nombreuses méthodes sont disponibles pour l’apprentis-
sage des réseaux bayésiens, à tous les niveaux de traitement,
de manière supervisée ou non ;

✓ L’apprentissage de la structure et des paramètres peut se
faire avec ou sans données ;

✓ Les variables continues peuvent être discrétisées en amont
ou directement intégrées dans le modèle ;

✓ L’interprétabilité des RB en fait des outils de poids pour tous
les domaines liés au diagnostic, notamment les domaines mé-
dicaux et industriels.

En résumé
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Un nombre croissant de travaux porte sur l’étude du co-training et prouvent que ce
dernier permet souvent d’améliorer les résultats en comparaison avec un apprentissage
simple, lorsque les données sont naturellement scindées en plusieurs vues, ou dans bien
des cas même si elles sont séparées artificiellement.

2.1 Définition

Le co-training consiste à apprendre conjointement deux modèles différents, généra-
lement des classifieurs. Ce type d’apprentissage n’a pas de traduction française faisant
consensus et sera donc nommé co-training de son nom anglophone pour le reste de ce
manuscrit. La section 2.1.1 en donne une définition formelle, et la section 2.1.2 décrit les
hypothèses théoriques qui garantissent quand elles sont respectées le bon fonctionnement
du co-training, suivies dans la section 2.1.3 d’indicateurs qui permettent de d’évaluer le
respect des hypothèses.
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Figure 2.1 – Schéma générique co-training semi-supervisé. Illustration issue des travaux
de Ning et al [97].

2.1.1 Définition

Les techniques d’apprentissage automatique peuvent se diviser en trois grandes caté-
gories :

— l’apprentissage non supervisé, pour lequel l’ensemble du jeu de données utilisé n’est
pas étiqueté ;

— l’apprentissage supervisé, pour lequel l’ensemble du jeu de données utilisé est éti-
queté ;

— l’apprentissage semi-supervisé, qui se trouve à la croisée entre les deux précédents
et qui utilise un jeu de données partiellement étiqueté.

Le co-training est classiquement un algorithme de classification semi-supervisé. Soit
l’espace des instances D = {X 1, X 2}, avec X 1 et X 2 les deux vues du jeu de données,
c’est-à-dire deux ensembles disjoints de variables qui décrivent les mêmes objets à classer.
De plus, D est divisé en deux parties DA = {X 1

A, X 2
A} et DĀ = {X 1

Ā
, X 2

Ā
}, qui sont

respectivement l’ensemble des données annotées et non annotées.
Le principe est d’entraîner tout d’abord deux classifieurs h1 et h2 de manière supervi-

sée, avec la partie du jeu de données étiquetée, respectivement sur X 1
A et X 2

A. Par la suite,
chaque classifieur étiquette certaines des instances initialement non étiquetés pour l’autre
classifieur, et cela peut se faire itérativement, augmentant ainsi progressivement l’ensemble
des données étiquetées. L’algorithme 2 détaille l’algorithme de la première proposition de
co-training, par Blum et Mitchell [13]. La figure 2.1, une illustration issue des travaux de
Ning et al [97] reprend cet algorithme et schématise un co-training semi-supervisé avec
deux classifieurs pour deux vues. Cette figure présente le scindement qui est effectué entre
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Algorithme 2 : Première proposition de co-training par Blum et Mitchell [13]
Entrée : DA, DĀ, u, p, q

1 DĀ’ = u instances choisies aléatoirement dans DĀ

2 DC = DA

3 pour i allant de 0 à k faire
// apprentissage des classifieurs

4 h1 = classifieur appris avec la vue 1 X C
1

5 h2 = classifieur appris avec la vue 2 X C
2

// étiquetage des données
6 lh1

p = p instances positives étiquetées avec h1 dans DĀ’
7 lh1

q = q instances négatives étiquetées avec h1 dans DĀ’
8 lh2

p = p instances positives étiquetées avec h2 dans DĀ’
9 lh2

q = q instances négatives étiquetées avec h2 dans DĀ’
// renforcement de l’ensemble de données étiquetées

10 DC = DC ⋃{lh1
p ,lh1

q ,lh2
p ,lh2

q }
11 DĀ’ = 2p + 2q instances choisies aléatoirement dans DĀ

données annotées dA et données non-annotées dĀ, et montre que les données non-annotées
classées avec le plus de confiance deviennent des données annotées.

Dasgupta et al [26] ont donné la preuve de l’intuition fournie par la proposition de
Blum et Mitchell [13] (voir algorithme 2).

Deux problèmes peuvent être soulevés concernant le co-training. Tout d’abord, la
plupart des jeux de données, ne sont, dans les faits, pas composés de plusieurs vues.
Ensuite, la précision des classifieurs étant faible au début de l’apprentissage, il est aisé
que cela induise une mauvaise annotation des étiquettes et cela risque de créer une boucle
de rétroaction négative en détériorant de manière croissante la capacité du modèle à
généraliser.

La section 2.2 évoque des solutions pour limiter la boucle de rétroaction négative citée
ci-dessus, et la section 2.3 donne des moyens d’adapter des situations pour permettre
l’utilisation du co-training lorsque ce n’est pas possible à l’origine.

2.1.2 Hypothèses théoriques

Lors de la définition du co-training par Blum et Mitchell [13], il a été défini qu’il est
attendu d’un algorithme de co-training qu’il ait de bonnes performances lorsque certaines
hypothèses sont réunies. Il a été prouvé théoriquement que lorsque les deux hypothèses
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suivantes sont vérifiées, le co-training est garanti de fonctionner [6].

1. Hypothèse de suffisance : chaque vue est capable de produire une prédiction cor-
recte de la classe ;

2. Hypothèse d’indépendance : les vues sont conditionnellement indépendantes.

Tous les travaux concernant le co-training évoquent ces deux hypothèses d’indépen-
dance et de suffisance. Cependant, de nombreux travaux théoriques et expérimentaux
discutent la façon d’exprimer ces contraintes : pour certains, l’hypothèse d’indépendance
est respectée si les vues ne sont pas trop fortement corrélées [1, 6].

2.1.3 Outils de mesure

Ling et al [81] proposent de traduire les hypothèses ci-dessus en formules basées sur
un seuil pour quantifier numériquement le respect des dites hypothèses.

Les ensembles de variables des deux vues sont respectivement X1 et X2. Un classifieur
est appris avec chaque vue pour prédire la classe cible, pX 1 et pX 2 étant respectivement
la précision du classifieur des vues X 1 et X 2. p est la précision du classifieur appris avec
les deux vues ensemble.

Hypothèse de suffisance

L’hypothèse de suffisance est décrite comme étant le fait que chaque vue produit
individuellement une prédiction satisfaisante, ce qui signifie que p, pX 1 et pX 2 ne sont
pas trop éloignées de 1, ce qui peut-être quantifié par le nombre δ1, comme indiqué dans
l’équation 2.1.

p > 1 − δ1, pX 1 > 1 − δ1, pX 2 > 1 − δ1 (2.1)

Cette équation peut être transformée pour exprimer δ1 en fonction des p, pX 1 et pX 2

comme dans l’équation 2.2.

δ1 < 1 − p, δ1 < 1 − pX 1 , δ1 < 1 − pX 2 (2.2)

Enfin, l’équation 2.3 montre la façon d’obtenir δ1 pour respecter les trois inégalités. δ1

est appelée le seuil de suffisance.

δ1 = min(1 − p, 1 − pX 1 , 1 − pX 2) (2.3)
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Hypothèse d’indépendance

Pour vérifier empiriquement l’indépendance conditionnelle des vues sachant la classe,
il est possible de construire un classifieur qui prédit un xi avec Y , et ce pour chaque valeur
de la classe. Si les deux vues sont indépendantes, le classifieur ne devrait pas avoir une
précision très supérieure à p′

xi
, qui est la fréquence de la valeur de classe majoritaire. La

même expérience est effectuée avec un classifieur qui prédit yj à partir de X, avec p′
yj

la
fréquence de la valeur de classe majoritaire.

Les pxi
et pyj

peuvent donc être exprimés avec δ2, le seuil d’indépendance, comme dans
les équations 2.4 et 2.5.

pxi
< p′

xi
+ δ2, ∀i ∈ [0, s] (2.4)

pyj
< p′

yj
+ δ2, ∀j ∈ [0, t] (2.5)

A partir des équations 2.4 et 2.5, il est possible de déduire les équations 2.6 et 2.7.

δ2 > p′
xi

− pxi
, ∀i ∈ [0, s] (2.6)

δ2 > p′
yj

− pyj
, ∀j ∈ [0, t] (2.7)

Finalement, l’équation 2.8 donne la formule de calcul de δ2 pour respecter les équations
2.6 et 2.7.

δ2 = max(max(p′
xi

− pxi
), max(p′

yj
− pyj

)) (2.8)

δ1 et δ2 sont par définition compris entre 0 et 1 et une valeur élevée signifie un respect
moindre de l’hypothèse associée. Ling et al [81] concluent expérimentalement grâce à une
méta-analyse que le co-training apporte globalement de meilleures performances qu’un
entraînement simple lorsque δ1 < 0, 23 et δ2 < 0, 15, et que l’utilisation de co-training
aurait plutôt tendance à dégrader les résultats si δ1 > 0, 28 et δ2 > 0, 26.
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2.2 Travaux existants sur le co-training

Le co-training a été défini à l’origine comme fonctionnant avec deux vues différentes et
ayant pour objectifs l’apprentissage de deux classifieurs qui se transmettent des informa-
tions, le tout sous réserve du respect de certaines contraintes. Les contraintes nécessaires
pour le fonctionnement du co-training sont largement discutées. De nombreux travaux
évoquent également la manière de choisir les informations à passer d’un classifieur à
l’autre, ainsi que d’autres façon d’exploiter la proposition originale du co-training.

2.2.1 Discussion sur les contraintes

Blum et Mitchell [13] prouvent empiriquement que le co-training peut fonctionner
si l’hypothèse de suffisance et l’hypothèse d’indépendance conditionnellement à la classe
sont respectées. Cependant, de nombreux travaux suivirent pour prouver qu’une condition
moins contraignante au niveau de l’indépendance des vues permet d’atteindre le même
résultat. Il existe également des travaux pour discuter le cas particulier de non suffisance
des vues et les restrictions liées aux proportions des données étiquetées en entrées de
l’algorithme.

Hypothèse d’indépendance

L’indépendance de chaque vue conditionnellement à la classe peut être exprimée par
l’équation 2.9.

∀x1, x2 : P (X1 = x1|Y = y, X2 = x2) − P (X1 = x1|X2 = x2) = 0 (2.9)

Abney [1] décrit l’hypothèse d’indépendance conditionnellement à la classe comme
"non-raisonnable" car étant une hypothèse très forte, et propose une alternative plus
souple, qui correspond à la formule dans l’équation 2.10, avec un ϵ ≥ 0. Cette situation
est énoncée comme étant plus réaliste.

∀x1, x2 : |P (X1 = x1|Y = y, X2 = x2) − P (X1 = x1|X2 = x2)| < ϵ (2.10)

Enfin, Balcan et al [6] se basent sur l’hypothèse que chaque classifieur n’a jamais tort
s’il est très confiant, et sa proposition d’évaluation de "l’indépendance relaxée" repose
autant sur les données en elles-mêmes que sur les sorties des classifieurs. La proposition
d’α-expansion se retrouve en opposition aux deux hypothèses précédemment décrites qui
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se détachaient entièrement des modèles utilisés, et elle se positionne également comme
étant moins contraignante.

La proposition d’α-expansion formule le fait que le co-training ne sera utile que si
les vues ont des informations complémentaires à apporter. Par conséquent, dans le cadre
des prédictions positives de la classe, si les deux classifieurs sont toujours confiants sur
les mêmes instances des données à classifier, le co-training n’a pas d’intérêt. Dans cette
optique, la définition tient compte de la notion de confiance dans la prédiction pour
déterminer si le co-training va améliorer les performances. ci correspond à la confiance du
ième classifieur : par exemple c+

1 , c−
1 sont respectivement à interpréter comme le classifieur

1 est confiant ou non dans sa prédiction.

P (x1, x2|Y = y, c1 ̸= c2) ≥ αmin(P (x1, x2|Y = y, c+
1 , c+

2 ), P (x1, x2|Y = y, c−
1 , c−

2 ) (2.11)

Si l’équation 2.11 est vraie ∀x1, x2, cela signifie que les deux classifieurs ne sont pas
confiants dans les mêmes prédictions dans la plupart des cas, et donc que le co-training
devrait être bénéfique pour l’apprentissage.

Hypothèse de suffisance

Wang et Zhou [133] discutent le cas dans lequel l’hypothèse de suffisance ne serait
pas respectée. Les conclusions de ces travaux sont que les modèles peuvent être affectés
par deux tendances lorsque les vues ne sont pas considérées comme suffisantes : le bruit
d’étiquetage (label noise), qui correspond à un mauvais étiquetage de certaines instances,
et le biais d’échantillonage (sampling bias), qui est causé par le fait d’essayer de réduire
le bruit d’étiquetage (par exemple en n’ajoutant au jeu de données que les instances dont
la classification est des plus certaines).

Proportion dans les données étiquetées

Pour une utilisation de co-training en semi-supervisé comme c’est souvent le cas, une
des questions venant à l’esprit est la proportion de données étiquetées nécessaire. Matsu-
bara et al [84] effectuent une étude empririque sur l’impact de la proportion de la classe
cible des données étiquetées par rapport aux données globales. Le classifieur utilisé est un
classifieur bayésien naïf et la conclusion des travaux est que les meilleures performances
sont généralement atteintes lorsque la proportion de la classe cible dans la réalité est égale
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à la proportion dans les données annotées.
Il est rare que la question de la proportion des classes soit évoquée dans les articles de

recherche, et il serait intéressant d’avoir plus de visibilité à ce sujet, comme le soulignent
Ning et al [97].

2.2.2 Choix des étiquettes

Le processus de co-training comprend une phase d’ajout des étiquettes à des instances
non étiquetées. Une partie des recherches sur le co-training s’intéresse à savoir quelles
étiquettes ajouter à chaque étape. Plusieurs méthodes ont été explorées, notamment dans
le domaine de l’apprentissage actif, ou du tri-training avec des variantes impliquant non
pas deux mais trois classifieurs, ou encore d’autres techniques déviant du fonctionnement
classique du co-training.

Apprentissage actif

Plusieurs sortes de variantes au co-training ont été proposées dans le domaine de l’ap-
prentissage actif, qui consiste à ce que l’humain intervienne pour orienter l’algorithme
pendant l’apprentissage. Le co-training corrigé proposé par Pierce et al [104] est similaire
au co-training classique, mais requiert de l’homme qu’il corrige certaines annotations ef-
fectuées par le modèle. Cette variante, est un compromis entre la perte de temps engendrée
par le fait d’annoter, et l’augmentation de la précision sur les prédictions. Cet algorithme
est tout de même un gain de temps pour l’annotateur par rapport au fait d’annoter plus
de données dans le jeu de données d’entrée, il n’aura ici qu’à corriger les prédictions erro-
nées. Sur la base du co-training corrigé, Hwa et al [57] introduisent le co-training corrigé
unilatéral, qui consiste à ne corriger les sorties que d’un seul des deux classifieurs, pour
un temps passé à annoter divisé par deux pour l’humain, et une faible baisse de précision.

Muslea et al [94] présentent une famille d’algorithme nommée co-testing, appartenant
à la catégorie des algorithmes de selective sampling. Le principe général est de sélectionner
certaines des instances sur lesquels les classifieurs ne sont pas en accord, et de les annoter
à la main. Une proposition pour la base des expérimentations est l’algorithme appelé co-
testing naïf, et consiste à sélectionner aléatoirement une partie des exemples sur lequel
les différents classifieurs sont en désaccord.

Deux variantes au co-training classique ont notamment été proposées : la version
basée sur l’accord [48] et la version basée sur le désaccord. Clark et al [19] proposent
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un algorithme de co-training basé sur l’accord entre les classifieurs. Guz et al [48] se
placent dans le cadre de l’hypothèse dite de faible dépendance entre les vues, et utilise
un algorithme de co-training semi-supervisé basé sur l’accord entre les classifieurs sur les
données à étiqueter. Cet algorithme surpasse le co-training classique sur une application
de segmentation de phrases, pour la classification de noms propres. Une propriété y est
avancée : le taux de désaccord entre les classifieurs correspond à une borne supérieure sur
le taux d’erreur du co-training.

Tri-training

Le tri-training est une extension du co-training, se basant sur le même principe mais
utilisant trois modèles au lieu de deux pour l’apprentissage. Zhou et al [142] se basent
sur un principe de vote entre les classifieurs, c’est-à-dire qu’une étiquette est ajouté à
l’ensemble de données annotées si les deux autres classifieurs sont d’accord concernant
cette étiquette, et si certaines autres conditions sont respectées (basées sur des estimations
des taux d’erreur de classification des classifieurs). Bhalgat et al [11] utilisent un réseau
Bayésien naïf, un réseau neuronal (perceptrons à plusieurs couches) et une machine à
support de vecteurs dans un paradigme d’apprentissage avec deux professeurs et un élève
en tri-training.

Autres

Zhou et Li ont proposé un algorithme de co-forêt [79], un apprentissage en co-training
de forêts aléatoires pour savoir comment sélectionner les données non étiquetées avec
la plus grande confiance. En effet, des études expérimentales [87] ont montré que l’éla-
gage peut réduire l’impact du bruit dans les données en évinçant les parties faiblement
informatives.

Parmi les méthodes citées ci-dessus, le mécanisme de vote présente l’inconvénient que
les classifieurs peuvent être d’accord mais peu certains, auquel cas il y a plus de risque
de mal annoter les données. Cela peut-être éventuellement corrigé grâce à la correction
manuelle par les humains (apprentissage actif), ou par le fait de prendre en compte la
confiance dans l’étiquetage au moment de prendre la décision.
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2.2.3 Détournement de l’algorithme original

Le co-training est généralement une utilisation de deux modèles, classiquement simi-
laires, et utilisant deux vues pour la classification. Certaines études portent sur l’usage
du co-training avec différents types de classifieurs, en utilisant parfois une seule vue, ou
encore en faisant de la régression par exemple.

Plusieurs classifieurs différents

Kiritchenko et al [70] appliquent le co-training pour la classification d’e-mails, en
créant une vue pour le sujet du mail et une vue pour le corps du mail. Cette étude
obtient de meilleures performances sur le co-training semi-supervisé avec les machines
à supports de vecteurs que le classifieur bayésien naïf. Kiritchenko et al [70] expliquent
que les mauvaises performances du classifieur bayésien naïf sont probablement dues au
fait que le jeu de données ait de nombreuses variables et en particulier que la condition
d’indépendance ne soit pas respectée. Cette explication semble confirmée par le fait que
les résultats sont bien meilleurs après une sélection de variables.

Certains travaux mélangent différents types de classifieurs, comme Ju et al [67] avec

Algorithme 3 : Variante du co-training basée sur le désaccord
Entrée : ensemble L et de données respectivement étiquetées et non-étiquetées

1 U’ = u instances choisies aléatoirement dans U
2 pour i allant de 0 à k faire

// apprentissage des classifieurs
3 h1 = classifieur appris avec la partie x1 de x dans L
4 h2 = classifieur appris avec la partie x2 de x dans L

// étiquetage des données
5 lp,h1 = p instances positives étiquetées avec certitude par h1 et incertitude par

h2 dans U’
6 ln,h1 = n instances négatives étiquetées avec certitude par h1 et incertitude

par h2 dans U’
7 lp,h2 = p instances positives étiquetées avec certitude par h2 et incertitude par

h1 dans U’
8 ln,h2 = n instances négatives étiquetées avec certitude par h2 et incertitude

par h1 dans U’
// renforcement de l’ensemble de données étiquetées

9 L = L + {lp,h1 ,ln,h1 ,lp,h2 ,ln,h2}
10 U’ = 2p + 2n instances choisies aléatoirement dans U
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des réseaux de neurones convolutionnels et des réseaux de neurones récurrents.

Une seule vue

Comme mentionné précédemment, certains travaux dévient le co-training de son ob-
jectif original en n’utilisant non pas deux mais une seule vue. Goldman et al [42] mettent
à profit deux algorithmes utilisés classiquement en apprentissage supervisé mais avec une
seule vue, en utilisant l’un pour étiqueter les données de l’autre. Zhou et al [141] effectuent
l’apprentissage également avec une seule vue apprise par deux variantes de paramètres
différents sur le même type de classifieur.

Variantes à la classification

Le co-training a également été utilisé pour de la régression en semi-supervisé par Zhou
et al [141], avec une méthode basée sur les k-plus proches voisins.

Collins et al [20] introduisent DL-CoTrain, basé sur la proposition originale de Blum
et Mitchell [13] et Yarowski [136], ce dernier étant un algorithme non-supervisé pour
l’analyse textuelle. DL-CoTrain sert à la reconnaissance et la classification spécifiquement
pour les entitées nommées.

Des adaptations du co-training ont également été développées pour des domaines plus
larges que la prédiction, tels que l’adaptation de modèle avec la co-adaptation proposée par
Tur et al [123], testé sur une tâche de segmentation de dialogue. Niu et al [98] proposent
une variante dans laquelle, au lieu d’utiliser le mécanisme du co-training d’étiquetage des
données par les modèles, les deux classifieurs sont entraînés sur les deux vues en étant
encouragés par une fonction de coût à produire les mêmes étiquettes.

2.3 Validation des algorithmes de co-training

Il existe des benchmarks disponibles pour la validation d’algorithmes de co-training,
ceux-ci sont présentés dans la section 2.3.1. Lorsque les benchmarks n’existent pas pour
un problème donné, il est également possible de créer un jeu de données à deux vues à
partir d’un jeu de données à une vue, certaines des méthodes existantes sont répertoriées
dans la section 2.3.2.
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Figure 2.2 – Exemple de co-training avec le flux RGB et le flux optique dans une vidéo
de golf. Illustration de Han et al [49]. Le flux RGB est très différent dans les deux exemples
mais le flux optique est très semblable.

2.3.1 Benchmark existants

Les benchmarks disponibles pour le co-training sont par exemple des séquences gé-
nomiques, des bases de caractères pour la segmentation de mots chinois, ou encore des
données d’imageries photos et vidéos.

Données vidéo

Han et al [49] proposent du co-training pour de l’analyse vidéo, plus exactement
pour identifier des actions dans des vidéos. Leur jeu de données reprend les benchmarks
UCF101 [115] 1, K400 [68] 2 et HMDB51 [73] 3. Une des vues est composée du flux RGB
et l’autre du flux optique, qui est entre autres utilisé pour la détection du mouvement
et la segmentation d’objets. La figure 2.2 illustre le flux RGB et le flux optique dans un
exemple de vidéo de golf.

Analyse du génome

La base de données miRBase [43] 4 regroupe des séquences de micro-ARN de milliers
d’espèces. Sheikh Hassani et al [113] utilisent cette base de données pour en faire un
benchmark de co-training, en séparant en deux vues les variables liées respectivement à
la séquence et à l’expression des gènes. Le benchmark de co-training résultant comprend
six espèces animales (homme, souris, drosophile, vache, poulet, cheval). La cible est la
classification des séquences en micro-ARN (positif si la séquence est effectivement du

1. https://www.crcv.ucf.edu/data/UCF101.php
2. https://www.deepmind.com/publications/the-kinetics-human-action-video-dataset
3. https://serre-lab.clps.brown.edu/resource/hmdb-a-large-human-motion-database/
4. https://mirbase.org/ftp.shtml
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micro-ARN), avec pour chaque espèce des dizaines de milliers d’entrées, dont quelques
centaines d’instances étiquetées positives et négatives, vérifiées en laboratoire.

Traitement d’image et autre

Zhou et al [140] et Wang et al [134] utilisent un mélange entre du co-training semi-
supervisé et du co-testing, respectivement pour de la recherche d’image et de classification
de page web avec le benchmark utilisé par [13] 5 : 1051 pages web collectées sur les sites
web des départements informatique de quatre universités : Cornell, Université de Wa-
shington, Université du Wisconsin, et Université du Texas. Pour les pages web, une vue
est composée par tous les mots compris dans la page, et l’autre contient tous les mots des
liens hypertexte des autres pages pointant vers celle concernée.

2.3.2 Création de benchmarks pour le co-training

La création d’un benchmark pour le co-training consiste à prendre un jeu de données
classique D à une vue, et à le transformer en jeu de données à deux vues X 1, X 2.

Les travaux de Feger et al [37] se penchent sur la question de la séparation des vues
à partir d’une approche par graphes, en calculant l’information mutuelle conditionnelle
pour mesurer l’indépendance entre les vues. Les équations 2.12 et 2.13 sont respectivement
les formules de l’information mutuelle et de l’information mutuelle conditionnelle.

IM(X, Y ) = H(X) − H(X|Y )

=
∑

x

P (x) log2
1

P (x) −
∑

x

∑
y

P (x, y) log2
1

P (x|y) =
∑

x

∑
y

P (x, y) log2
P (x, y)

P (x)P (y)
(2.12)

IM cond (X, Y |Z) = H(X|Z) − H(X|Y, Z) (2.13)

Tang et al [118] évaluent également l’indépendance mutuelle entre les deux vues grâce
aux statistiques conditionnelles de l’information mutuelle conditionnelle et du test du χ2,
et proposent les algorithmes PMID-MI et PMID-chi comme méthodes de sélection de
variables.

Ling et al [81] proposent une méthode de séparation des vues automatique basée sur
l’entropie détaillée dans l’algorithme 4. Cet algorithme se base sur le principe que si une

5. http://www.cs.cmu.edu/afs/cs/project/theo-11/www/wwkb/
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variable a une entropie élevée, elle est très informative, et le fait de répartir les variables
en les ayant trié par ordre d’entropie fait que les deux vues seront capables de fournir une
prédiction.

Algorithme 4 : Algorithme de séparation en deux vues [81]
Entrée : D
Sortie : X1, X2

1 calcul de l’entropie de chaque variable par rapport à D
2 tri des variables par entropie décroissante
3 pour chaque variable d’indice pair faire
4 ajouter à X1

5 pour chaque variable d’indice impair faire
6 ajouter à X2

2.4 Conclusion

Le co-training a été introduit comme une technique d’apprentissage conjointe de deux
classifieurs dans un contexte semi-supervisé, et c’est toujours très majoritairement de
cette façon qu’il est employé. Le co-training est supposé améliorer les performances par
rapport à deux apprentissages simples si les hypothèses d’indépendance et de suffisance
sont respectées.

De très nombreux travaux traitant de co-training portent sur l’étude de l’impact de
chacune de ces deux conditions. Il n’y a pas consensus sur l’importance de l’hypothèse d’in-
dépendance ; de nombreuses définitions existent avec de plus ou moins grandes exigences
sur l’intensité de cette indépendance. Une étude propose notamment deux indicateurs δ1

et δ2 pour quantifier le respect de chacune des deux hypothèses. Les mesures de δ1 et δ2

sont de bons indicateurs à utiliser pour décider si le co-training est une option intéressante
pour apprendre un modèle sur un jeu de données en particulier, ou encore pour comparer
les performances d’une stratégie de co-training appliquée sur plusieurs jeux de données.
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✓ Le principe du co-training est d’entraîner deux modèles en-
semble avec deux vues d’un jeu de données ;

✓ Il existe des méthodes pour créer deux vues avec un jeu de
données lorsque celles-ci n’existent pas naturellement ;

✓ Le co-training repose sur des hypothèses de suffisance et d’in-
dépendance mais il n’y a pas consensus sur l’importance de
cette dernière ;

✓ Le co-training est majoritairement utilisé dans un contexte
semi-supervisé ;

En résumé
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Dans un contexte de diagnostic industriel, des capteurs sont placés sur les parties de
la machine à diagnostiquer dans le but de détecter des événements pouvant modifier leur
état. Ce chapitre présente une architecture de réseau bayésien générique, répondant à une
problématique de diagnostic détaillée section 3.1. La structure du réseau bayésien et ses
différentes spécificités d’adaptation au problème du diagnostic industriel sont présentées
dans la section 3.2. La section 3.3, quant à elle, détaille la méthode d’apprentissage des
paramètres du modèle, ainsi que le mécanisme de mesure et de sélection de la pertinence
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des entrées. La section 3.4 expose la création d’un ensemble de données artificielles adap-
tée pour la structure présentée précédemment et les expérimentations effectuées sur ces
dernières pour valider la proposition précédente.

3.1 Formalisation du problème

La problématique sur laquelle se penche ce chapitre est détaillée en deux sous-sections,
qui présentent d’abord le type de données de départ puis amènent vers les informations
recherchées spécifiquement en terme de diagnostic.

3.1.1 Pré-traitement

Le pré-traitement présenté dans cette section concerne la transformation d’une série
de données temporelles collectées par un capteur en une suite de points grâce à une
agrégation par période. La formule générale est détaillée dans la première sous-section,
puis la deuxième développe un exemple d’utilisation et d’interprétation des résultats.

Cas général

La suite des éléments de ce chapitre se base sur le fait que si l’état se dégrade, la valeur
des capteurs a tendance à augmenter. En effet, pour un bon nombre de ces capteurs, des
valeurs considérées comme normales et non révélatrices de problèmes correspondent à
des valeurs inférieures à certains seuils. Symétriquement, des valeurs élevées ont tendance
dans un grand nombre de cas à signifier un problème.

De plus, si ces capteurs sont mesurés en continu, il est généralement nécessaire d’utili-
ser une ou même plusieurs agrégations pour pouvoir exploiter la richesse de ces données,
et pouvoir détecter notamment différents types d’incidents qui peuvent mener à des dégra-
dations. En effet, certaines détériorations vont se déclencher après une vibration longue et
pas nécessairement intense : le niveau des capteurs reste en-dessous d’un certain seuil τ0.
D’autres dégâts ne se feront que si un choc violent et très ponctuel se produit, c’est-à-dire
quand le niveau des capteurs dépasse τ1.

Godreau et al [41] proposent un critère de surveillance avancée Xτ , qui permet d’agré-
ger les données quotidiennes X(t) de capteurs sur une électrobroche selon un seuil τ . La
formule pour le calcul de ce critère se trouve dans l’équation 3.1, où tmax est le temps sur
lequel les valeurs vont être agrégés. Dans l’exemple illustré dans ces travaux, les valeurs
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Figure 3.1 – Illustration du seuillage d’un critère brut. De haut en bas : graphe du
critère brut, et résultat du calcul des critères avancés avec les seuils τ0,i, τ1,i et τ2,i à partir
de la formule de l’équation 3.1. Les seuils sont indiqués respectivement par la couleur
orange, rouge et noire, et les points de la même couleur sont les points dont la valeur est
supérieure au seuil associé et inférieur au seuil supérieur. Les deux traits gris verticaux
illustrent la période de tmax = 5.
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3.1. Formalisation du problème

Figure 3.2 – Schéma de la chaîne globale de traitement des données, du capteur jusqu’à
l’entrée dans le modèle.

sont agrégées sur une journée à partir de signaux échantillonnés tous les 10ème de seconde,
donc tmax = 86400.

Xτ =
t=tmax∑

t=1
max(X(t) − τ, 0) (3.1)

L’avantage de cette formule est qu’elle permet de faire ressortir différents types d’inci-
dents, qu’ils se produisent sur des durées courtes ou longues. Une valeur de τ élevée met
en valeur les événements courts et violents, tandis qu’une valeur plus faible fait ressortir
les événements longs et d’intensité plus modérée.

Exemple

Les données temporelles associées à cet exemple se trouvent illustrées dans la figure 3.1.
Il y apparaît que ces données comprennent certains événements longs mais peu intenses,
par exemple entre les temps t = 180 et t = 200, et ceux-ci ressortent sur la figure issue
du seuil 0 (courbe orange) de la figure 3.1, mais sont absents des figures des seuils 1 et 2.

En revanche, les événements qui ressortent de la courbe noire du seuil 2 sont unique-
ment les événements ponctuels avec les valeurs les plus élevées, tels que ceux apparaissant
aux temps t = 29, t = 119 et t = 228 sur la figure 3.1.
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Cette suite de points correspond aux données utilisées en entrée par le modèle présenté
dans les sections suivantes. Il peut être intéressant d’agréger les données avec plusieurs
seuils différents pour faire ressortir différentes informations sur les types d’événements.

La figure 3.2 résume la façon dont ces différents critères avancés sont générés à partir
des données de capteurs, puis passés en entrée du modèle.

3.1.2 Objectif du modèle

L’objectif premier du modèle est le diagnostic, celui-ci doit donc permettre de connaître
l’état de la partie à diagnostiquer à un instant donné, en fonction d’un certain nombre
de critères. Il doit précisément donner des informations sur les dégradations qu’a subi la
partie surveillée dans une période de temps, comme défini dans la sous-section précédente.

De plus, il est difficile dans certains domaines industriels de connaître quels types
d’incidents engendrent quels types de dégradation, ce qui est un frein à l’amélioration des
procédés de fabrication. En effet, savoir que telle valeur de critère élevée entraîne un risque
accru d’un endommagement spécifique peut permettre l’amélioration de la précision de la
maintenance conditionnelle, et donc la limitations des coûts en intervention et matériel.

Dans ce cadre, il est souhaitable de construire un modèle qui prenne en compte ces
différents types d’incidents pour améliorer la prédiction. Il serait également d’un grand
intérêt d’avoir des indications sur l’importance d’un capteur donné et des seuils τ qui lui
sont associés au moment de la prédiction, pour mieux comprendre l’impact des différents
événements.

3.2 Modèle proposé

La figure 3.3 montre la structure générique proposée pour répondre au problème pré-
senté dans la section 3.1. La discrétisation et les formes particulières des tables de proba-
bilités sont décrites dans les sous-section suivantes.

3.2.1 Discrétisation

Comme discuté dans la section 1.3.2, considérer l’étape de discrétisation dans le modèle
lui-même est une pratique courante lorsqu’il s’agit de modèles graphiques probabilistes : il
s’agit alors d’un modèle hybride. C’est de cette façon que la discrétisation est traitée dans
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Figure 3.3 – Architecture générique de réseau bayésien. Les cercles représentent des
variables aléatoires continues et les rectangles (arrondis) des variables discrètes. Les Xi

sont les mesures de capteurs en entrée, τm,i étant le seuil mentionné dans la partie 3.1 et
illustré dans la figure 3.1.

cette proposition, sous la forme d’un modèle de mélange gaussien dont les paramètres
sont appris de manière non supervisée par l’algorithme EM (section 1.2.2).

Le modèle prend en entrée les variables continues X
τj,i

i , à gauche de la figure 3.3. Ces
variables représentent les critères de surveillance avancé décrit dans la section 3.1.1, et les
données d’entrées de ces variables issues du pré-traitement de cette même sous-section.
Chaque variable continue X

τj,i

i a un parent X
τj,i

id
discrétisé en r = 3 intervalles. Ces

intervalles de discrétisation du critère de surveillance avancé sont interprétables comme
des niveaux de risque de dégradation croissant avec le rang de l’intervalle. Le nombre de
3 intervalles a été choisi car il a été déterminé dans une étude préliminaire [58] sur cette
problématique qu’une discrétisation à seulement r = 2 intervalles faisait perdre une partie
de l’information, qui correspond à la classe intermédiaires de problèmes peu grave.
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3.2.2 Agrégation locale

Comme mentionné dans la section 3.1.1, la construction du modèle se base sur l’hy-
pothèse que si l’état se dégrade, la valeur des critères a tendance à augmenter. Par consé-
quent, le rang de l’intervalle de discrétisation de chaque critère avancé donne une indica-
tion de l’état. A l’issue du pré-traitement des critères de surveillance brut Xi, un critère
avancé X

τj,i

i a été obtenu pour chaque τj,i. Comme décrit dans la section 3.1.1, chaque
seuil critique τj,i donne des informations sur différents types d’événements.

Le but est d’agréger les discrétisations X
τ1,i

id
des critères avancés X

τj,i

i issus d’un même
critère brut Xi pour obtenir une estimation locale Xid

de l’état du système. Cette agré-
gation est nommée agrégation locale, indiquée sur la figure 3.3 dans un cadre gris clair,
et deux méthodes sont proposées pour l’effectuer.

La première est l’opérateur très naïf max qui décrit le fait que la décision locale
pour chaque critère est le niveau de problème le plus grave détecté parmi les critères
avancés. Il n’est nécessaire de définir aucun paramètre pour cette agrégation ; Xid

=
max(Xτ1,i

id
, ..., X

τm,i

id
).

La seconde est plus évoluée et consiste à utiliser une interaction canonique telle que la
porte max bruité, décrite section 1.2.3. Avec ce type d’agrégation, la dépendance entre la
décision et les entrées n’est plus déterministe, et l’influence de chaque entrée sur la sortie
n’est plus constante. La forme proposée par Diez et Druzdzel [31] est utilisée, c’est-à-dire
que HX

τ1,i

id
, ..., HX

τm,i

id
sont les paramètres bruités, ainsi Xid

= max(HX
τ1,i

id
, ..., HX

τm,i

id
).

Les paramètres sont donc les P (HX
τj,i

id
|Xτj,i

id
) pour chaque i et j.

Chaque agrégation locale a donc transformé un ensemble d’évaluations basées sur
la discrétisation (Xτ1,i

id
, ..., X

τm,i

id
) en estimation locale de l’état du système pour chaque

critère Xi, toujours basé sur l’hypothèse qu’une valeur élevée a tendance à signifier qu’il
y a une dégradation de l’état.

3.2.3 Agrégation globale et binarisation

Après avoir obtenu un ensemble d’estimations locales Xid
de l’état, il faut assembler

ces estimations à l’aide d’une agrégation globale, indiquée sur la figure 3.3 dans un cadre
gris foncé, pour obtenir un diagnostic global Yd. Comme pour la décision locale de la
section précédente, cette agrégation est traitée avec un max déterministe ou une porte
max bruité, de la même façon que précédemment. L’issue de cette agrégation est une
variable intermédiaire Yd dont le domaine est le même que celui des critères précédents :
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Yd = max(X1d
, ..., Xnd

) si l’agrégation globale est un max et Yd = max(HX1d
, ..., HXnd

)
si c’est un max bruité. Les paramètres sont donc P (HXid

|Xid
) pour chaque i dans le cas

d’un max bruité.

Enfin, l’issue de la décision globale est la valeur de la variable binaire Y , qui prend la
valeur 0 s’il est estimé que la situation à un moment donné est en condition normale de
fonctionnement (CNF), ou la valeur 1 s’il est en situation critique (KO). Cette décision est
binarisée grâce à une distribution intermédiaire P (Y |Yd) décrite dans l’équation 3.2. Cette
distribution est gelée et n’est pas modifiée au cours de l’apprentissage des paramètres.
Elle fait ressortir le fait que seul un événement détecté comme grave à ce stade sera
diagnostiqué comme ayant déclenché une dégradation (état KO).

P (Y |Yd) =

 1 si Yd = r

0 sinon.
(3.2)

3.3 Apprentissage du modèle et utilisation

La section précédente détaillait les différents aspects du modèle proposé, la structure
du graphe ainsi que le type de distribution de probabilités. La méthode d’apprentissage
des paramètres du modèle est présentée dans cette section, ainsi que l’algorithme utilisé
pour la sélection de variable, avec le détail des critères de sélection employés.

3.3.1 Apprentissage simple

L’apprentissage des paramètres de ce modèle peut se faire de manière supervisée ou
non-supervisée. Le fait qu’il contienne des variables latentes rend obligatoire l’utilisation
de l’algorithme EM. Comme mentionné section 1.2.2, l’initialisation est très importante
pour l’apprentissage avec l’algorithme EM, celles-ci sont détaillées dans la première sous-
section. De plus, pour une estimation des paramètres plus robuste qu’avec la méthode
MLE (maximum likelihood estimation), la phase d’estimation des paramètres de EM
(maximisation) se fait avec la méthode EAP (expected a posteriori). Dans ce contexte,
des a priori de Dirichlet sont proposés pour chaque variable ou configuration de variables,
comme détaillé par la suite.
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Xid

X
τj,i

id
ou HX

τj,i

id
OK dégradé KO

OK 1 0 0
dégradé 0 1 0

KO 0 0 1

Table 3.1 – Table d’initialisation des valeurs pour P (Xid
|Xτ1,i

id
, ..., X

τm,i

id
) dans le cas du

max ou P (Xid
|HX

τ1,i

id
, ..., HX

τm,i

id
) dans le cas de la porte max bruité. La table entière est

grisée car cette distribution est gelée et n’est pas modifiée pendant l’apprentissage.

HX
X OK dégradé KO

OK 1 0 0
dégradé 0 1 0

KO 0 0 1

Table 3.2 – Table d’initialisation des valeurs pour P (HX|X) dans le cas d’une utilisa-
tion de porte max bruité. Plus spécifiquement, cette table représente la distribution de
P (HX

τj,i

id
|Xτj,i

id
) dans le cas de l’agrégation locale ou P (HXid

|Xid
) dans le cas de l’agré-

gation globale. La première ligne est grisée car cette partie de la distribution est gelée et
n’est pas modifiée pendant l’apprentissage.

Yd

Xid
ou HXid

OK dégradé KO
OK 1 0 0

dégradé 0 1 0
KO 0 0 1

Table 3.3 – Table d’initialisation des valeurs pour P (Yd|X) dans le cas du max ou
P (Yd|HX) dans le cas de la porte max bruité. La table entière est grisée car cette distri-
bution est gelée et n’est pas modifiée pendant l’apprentissage.

Initialisation des paramètres

Comme mentionné dans la section précédente, Xid
= max(Xτ1,i

id
, ..., X

τm,i

id
) si l’agréga-

tion locale est un max, et Xid
= max(HX

τ1,i

id
, ..., HX

τm,i

id
) si c’est un max bruité. Les tables

de probabilités P (Xid
|Xτ1,i

id
, ..., X

τm,i

id
) et P (Xid

|HX
τ1,i

id
, ..., HX

τm,i

id
) de ces deux cas de fi-

gures sont figées et présentées dans la table 3.1. Les paramètres sont les P (HX
τj,i

id
|Xτj,i

id
)

pour chaque i et j et leur initialisation est celle de la table 3.2. La première ligne,
P (HX

τj,i

id
|Xτj,i

id
= OK), est grisée car cette partie de la distribution est gelée et n’est

pas modifiée pendant l’apprentissage.
Le même principe s’applique avec l’agrégation globale, la table de probabilités de
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Y
Yd OK KO
OK 1 0

dégradé 1 0
KO 0 1

Table 3.4 – Table d’initialisation des valeurs pour P (Y |Yd). La table entière est grisée
car cette distribution est gelée et n’est pas modifiée pendant l’apprentissage.

P (Yd|X1d
, ..., Xnd

) dans le cas du max, et celle de P (Yd|HX1d
, ..., HXnd

) dans le cas d’une
agrégation en max bruité, est figée et présentée dans la table 3.3.

Les paramètres sont donc P (HXid
|Xid

) pour chaque i dans le cas d’un max bruité
et leur initialisation est présentée dans la table 3.2. La première ligne, P (HXid

|Xid
=

OK), est grisée car cette partie de la distribution est gelée et n’est pas modifiée pendant
l’apprentissage.

Enfin, P (Y |Yd) est gelée et son initialisation, table 3.4, est sa forme finale.

A priori de Dirichlet

L’apprentissage des paramètres se fait avec l’algorithme EM, et une des propositions
de ce chapitre est d’effectuer la phase d’estimation des paramètres (maximisation) avec
la méthode EAP (expected a posteriori). En effet, celle-ci présente l’avantage d’être plus
robuste que la méthode MLE (maximum likelihood estimation) lorsque la quantité de
données est faible, et que celles-ci sont déséquilibrées. L’estimation des paramètres avec
EAP (voir formule dans l’équation 1.6 de la section 1.2.2) nécessite la définition des a
priori de Dirichlet, notés α. Ils correspondent à un nombre d’observations virtuelles de
chaque valeur prise par une variable ou une configuration de variables. Le choix des α est
délicat, car un nombre trop élevé par rapport au nombre total d’instances donnera une
importance négligeable aux valeurs des données d’entrées au moment de l’apprentissage,
tandis qu’un nombre trop faible risque d’être équivalent à ne pas avoir donné d’information
au modèle.

Comme vu précédemment, la seule partie apprise des paramètres sont les probabilités
de P (HX

τj,i

id
|Xτj,i

id
= dégradé ou KO) dans le cas de l’agrégation locale en max bruité

et P (HXid
|Xid

= dégradé ou KO) dans le cas de l’agrégation globale en max bruité.
Ce sont donc les distributions concernées par un ajout d’information a priori. Plusieurs
a priori, notés αdeg = [αdeg

0 αdeg
1 αdeg

2 ] et αKO = [αKO
0 αKO

1 αKO
2 ], sont envisagés pour

assurer l’apprentissage de probabilités pertinentes. Le premier cas de figure est un a priori
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uniforme à 1, qui présente l’avantage d’être simple. Cependant, les événements recherchés
sont rares, et dans un contexte de classes très déséquilibrées, il est possible que le modèle
ne détecte aucun KO si αKO

2 = 1. Pour éviter cette situation, αKO
2 = 10 et αKO

2 = 20 sont
donc également proposés. Ces valeurs peuvent donner au modèle une impulsion pour lui
permettre de mieux identifier les quelques endommagements existants. Par ailleurs, il est
intéressant de considérer des αdeg

1 = 5, en supplément des αdeg
1 = 1, pour que le modèle

soit encouragé à retrouver des événements dans les trois catégories OK, dégradé, et KO,
et pas seulement dans OK et KO.

Au total, cinq options, qui résultent des combinaisons de αdeg
2 = 1 ou 5, et αKO

2 = 10
ou 20 mentionnés précédemment sont étudiées :

— αdeg = [1 1 1] et αKO = [1 1 1]
— αdeg = [1 5 1] et αKO = [1 1 10]
— αdeg = [1 5 5] et αKO = [1 1 10]
— αdeg = [1 5 1] et αKO = [1 1 20]
— αdeg = [1 5 5] et αKO = [1 1 20]

3.3.2 Mesure de pertinence des entrées

Un des objectifs du modèle est d’aider à la compréhension des causes des dégradations.
L’information mutuelle est une mesure de la quantité d’information commune entre deux
variables, et peut donner une indication de la contribution d’une variable d’entrée sur la
sortie d’un classifieur [75]. La méthode de calcul utilisée est indiquée dans l’équation 3.3,
où H est l’entropie.

IM(X, Y ) = H(X) + H(Y ) − H(X; Y ) (3.3)

Le calcul de l’information mutuelle IM(Xτj,i

i , Y ) entre chaque critère de surveillance
avancé et l’état Y donne ainsi une indication sur la pertinence de chaque critère avancé.

Cependant, les variables issues des différentes valeurs de seuils pour un critère peuvent
être corrélées. Le calcul de l’information mutuel est très contextuel, et lorsque les entrées
sont corrélées, le modèle peut accorder de l’importance à des variables moyennement
pertinentes. Dans ce contexte, tirer des conclusions à partir des informations mutuelles
les plus élevées parmi toutes les entrées risque d’induire en erreur. Pour éviter cela, il est
préférable d’adopter une approche de sélection de variables par élimination, qui permet à
l’inverse de supprimer les variables les moins pertinentes.
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Algorithme 5 : Sélection de variables par suppression de variables
Entrée : Ensemble de variables X
Sortie : Ensemble de variables pertinentes Xp

1 Xs = X
2 tant que le coude dans l’évolution de l’IM n’est pas détecté faire

// Apprentissage des paramètres du modèle avec toutes les
variables de Xs

3 θ = argmax P (Xs)
4 pour tous les seuils de tous les critères dans Xs faire
5 Calcul de IM(Xτj,i

i , Y )
6 Xmin = argmin(IM(Xτj,i

i , Y ))
7 Xs = Xs\Xmin

3.3.3 Sélection des entrées pertinentes

Pour reprendre les catégories de la section 1.4.2, la méthode de sélection est ici une ap-
proche par filtre. La sélection des entrées est faite par élimination (backward elimination)
et consiste à apprendre le modèle en premier lieu avec toutes les variables, puis de les
supprimer une à une à partir d’un critère donné. Le fait de supprimer en premier lieu les
variables avec l’information mutuelle la plus faible permet d’éviter le problème cité pré-
cédemment, c’est-à-dire la sélection erronée en choisissant les variables avec l’information
mutuelle la plus élevée (sélection de variables par ajout, forward selection).

L’algorithme 5 présente le détail de l’algorithme : le modèle est appris avec tous les
critères de surveillance avancé, et l’information mutuelle IM(Xτj,i

i , Y ) entre chaque critère
de surveillance avancé et l’état Y est calculée.

La valeur de seuil ayant l’information mutuelle la plus faible est déterminée comme
étant la moins informative et elle est supprimée du modèle. La sélection se poursuit jusqu’à
la détection d’un coude dans l’évolution de l’information mutuelle, à l’aide de l’algorithme
Kneedle de Satopää et al [112], détaillé dans la section 1.4.2.

3.4 Expériences

L’objectif des expériences est de déterminer s’il est possible grâce à la structure pré-
sentée de retrouver l’influence de chaque critère et chaque seuil sur la prédiction finale.

Plusieurs jeux de données ont été créés dans un environnement très contrôlé, présenté
succinctement section 3.4.1 et détaillé dans l’annexe 5.6, pour pouvoir comparer la façon
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jdd 21 22 23 24 25 26 27 28 29
rD 0.08 0.2 0.12 0.19 0.04 0.01 0.02 0.02 0.06

Table 3.5 – Taux de déséquilibre rD pour chaque jeu de données. Il s’agit du nombre de
KO divisé par 300 (nombre de lignes total).

dont sont déclenchés artificiellement les incidents dans les données, et ce qui est retrouvé
par le modèle. La stratégie d’apprentissage utilisée est exposée dans la partie 3.4.2, et les
résultats des expériences sont présentés dans la partie 3.4.3.

3.4.1 Simulation de données

Aucun jeu de données public n’a pu être identifié pour la validation du modèle proposé.
Cela peut être dû au fait que les données de production sont souvent conservées privées.
Pour la partie expérimentale de cette contribution, il a donc été nécessaire de créer des
jeux de données artificiels. La procédure détaillée se trouve dans la section 5.6 en annexe.

Neuf jeux de données artificiels sont évalués ici, quatre d’entre eux (22, 23, 24 et 25)
sont influencés par un seuil d’un seul critère, respectivement le 3ème seuil du 2ème critère,
le 3ème seuil du 1er critère, le 1er seuil du 4ème critère, le 2ème seuil du 4ème critère.

Deux autres sont influencés par 2 seuils du même critère simultanément : les 2ème et
3ème seuils du 4ème critère pour le jeu de données 26, les 1er et le 3ème seuils du 4ème
critère pour le 29. Deux jeux de données sont influencés par deux seuils de deux critères
différents : le 27 avec le 1er seuil du 1er et du 4ème critère, et le 28 le 1er et le 3ème
seuil du 3ème critère. Enfin, un dernier jeu de données plus complexes, le 21, influencé
par quatre seuils est évalué.

Chaque jeu de données comporte 300 lignes, et la table 3.5 donne les taux de déséqui-
libre des jeux de données générés, c’est-à-dire la part de KO pour le nombre de lignes
total (nombre de KO/300).

3.4.2 Protocole expérimental

L’apprentissage des paramètres du modèle se fait de façon supervisée. L’agrégation
locale et l’agrégation globales utilisées sont respectivement le max bruité et le max. Ce
deuxième choix est dû à une limite de notre implémentation actuelle qui rend impossible
l’apprentissage du modèle avec toutes les agrégations en max bruité.
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3.4. Expériences

Enfin, les expériences sont réalisées avec cinq validations croisées à 2 échantillons (2-
fold cross-validation).

3.4.3 Résultats

Les résultats présentés détaillent l’ordre de suppression des variables obtenu avec l’al-
gorithme 5, et l’impact qu’a cette sélection sur les performances du classifieur.

Détermination des a priori de Dirichlet

Dans le cas d’un jeu de données déséquilibré, utiliser des a priori de Dirichlet peut
permettre de mieux apprendre les paramètres du modèle. Des expériences ont été effec-
tuées avec la stratégie d’apprentissage supervisée pour déterminer quel a priori est le plus
adapté sur les données générées parmi les cinq combinaisons de αdeg et αKO listées dans
la section 3.3.1.

La table 3.6 montre les différences de performances moyennes et leur écart type, les
performances minimum et maximum atteintes pendant les différentes itérations de la
sélection de variable. La table 3.7 permet de savoir lesquelles de ces valeurs sont significa-
tivement meilleures que les autres en précision équilibrée et sensibilité, à l’aide d’un test
de Student. Dans cette table, toutes les cases de la colonne u sont vertes, ce qui signifie
que l’a priori uniforme avec tous les α à 1 est significativement meilleur que les autres a
priori. Par conséquent, pour la suite de ce chapitre, αdeg = [1 1 1] et αKO = [1 1 1].

Précision équilibrée (%) Sensibilité (%)
moyenne éc. type min max moyenne éc. type min max

u 89.5 12.6 46.6 100 85 25 0 100
1,10 81.1 18.2 40.2 99.3 75.5 35.6 0 100
1,20 78.1 19.1 39.9 98.8 70.1 37.7 0 100
5,10 84.2 13.3 39.6 99.7 85.6 27 0 100
5,20 82.3 15.1 40.2 98.6 81.9 31.2 0 100

Table 3.6 – Performances atteintes respectivement en précision équilibrée et sensibilité
avec la stratégie supervisée selon les différentes paires de valeurs de α2 pour dégradé et
KO. La lettre u désigne les résultats pour les entraînements avec un a priori uniforme de
1 pour tous les α. Pour les autres a priori, le premier nombre est αdeg

2 et le deuxième αKO
2 .
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Partie II, Chapitre 3 – Réseaux bayésiens pour le diagnostic à partir de capteurs

Identification des variables importantes

La table 3.8 présente l’ordre inverse moyen de suppression des variables avec l’algo-
rithme 5 présenté dans la sous-section 3.3.3. Les cases colorées représentent les variables
influentes au moment de la création du jeu de données. Une case est colorée en vert si la
valeur est inférieure ou égale à cinq, et en vert foncé si la valeur est inférieure ou égal à
trois.

Précision équilibrée Sensibilité
u 1,10 1,20 5,10 5,20 u 1,10 1,20 5,10 5,20

u u
1,10 1,10
1,20 1,20
5,10 5,10
5,20 5,20

Table 3.7 – Significativité des comparaisons entre les différentes paires de valeurs de
α2 pour dégradé et KO, obtenu avec un test de Student à un risque de 1%. La lettre u
désigne les résultats pour les entraînements avec un a priori uniforme de 1 pour tous les
α. Pour les autres a priori, le premier nombre est α2 pour dégradé et le deuxième α2 pour
KO. La table de gauche indique les différences significatives pour la précision équilibrée,
et la table de gauche pour la sensibilité. Vert et rouge signifient respectivement que la
valeur en colonne est significativement meilleure ou pire que la valeur en ligne. Les cases
grises sont les cases dont les valeurs sont non significatives.

s11 s21 s31 s12 s22 s32 s13 s23 s33 s14 s24 s34
21 5 6 2 4 10 1 8 11 0 7 9 3
22 7 10 12 6 3 1 2 11 4 9 8 5
23 7 11 4 1 2 6 2 5 12 8 8 10
24 4 6 8 5 10 12 7 9 11 1 2 3
25 5 7 8 3 4 8 10 12 11 1 2 6
26 10 11 12 8 7 9 4 3 6 1 2 5
27 1 3 5 9 10 12 4 8 11 2 6 7
28 3 5 7 4 10 12 1 6 2 8 9 11
29 5 7 10 3 6 8 9 11 12 2 4 1

Table 3.8 – Ordre inverse moyen de suppression des variables de l’ensemble des critères
d’apprentissage : 1 signifie que la variable est supprimée en dernier en moyenne, c’est-à-
dire qu’elle est considérée comme la plus importante. Les cases colorées représentent les
variables influentes au moment de la création du jeu de données. Une case est colorée en
vert si la valeur est inférieure ou égale à cinq, et en vert foncé si la valeur est inférieure
ou égal à trois (i.e. dans le top 3 des valeurs les plus importantes pour la prédiction).
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3.4. Expériences

Les seuils d’influence présentés dans la section 3.4.1 pour chaque jeu de données sont
donc ceux que l’on souhaite retrouver dans la table 3.8 avec les indices les plus faibles.

Dans cinq des jeux de données (22, 24, 27, 28, 29), au minimum une des variables
influentes a obtenu le score 1, c’est-à-dire qu’elle a été retrouvée comme la plus importante
au moment de la prédiction. Au total, sur les 16 variables à retrouver, 11 ont un score
inférieur ou égal à trois, et 15 ont un score inférieur ou égal à 5. Seule une variable a
obtenu un score supérieur à 5, cependant, il s’agit d’une des quatre variables influentes
du jeu de donnés 21.

Il est important de souligner que les erreurs répertoriées sont en général des erreurs
sur le seuil, et non sur le critère. Par exemple, s34 (3ème seuil du critère 4) qui est une des
deux variables influentes de 26, n’obtient un score que de 5. Cependant, c’est la variable
s14 (1er seuil pour le même critère) qui obtient la première place, et s24 (2ème seuil) la
deuxième. En revanche, 29 qui est dans le même cas (deux seuils différents pour le même
critère) retrouve bien s14 et s34 avec les meilleurs scores (1 et 2). Il ressort qu’il est plus
difficile pour l’algorithme de retrouver les deux variables lorsque celles-ci sont issues du
même critère.

Pour le jeu de données plus complexe, 21, influencé par quatre variables, trois d’entre
elles sont retrouvées avec des scores inférieurs à 5, mais l’une d’entre elles a un score de
8. Par ailleurs, il est notable que les variables obtenant les trois meilleurs score pour ce
jeu de données (s33 qui n’est jamais supprimée et obtient donc un score de 0, s32 avec 1
et s31 avec 2) ne sont pas des variables influentes. Ce sont toutes les trois des variables
qui sont issues d’un seuil différent des variables originales, ce qui fait écho à la remarque
précédente : il apparaît que l’algorithme peut avoir des difficultés à distinguer certains
seuils, notamment en faveur d’un seuil plus élevé.

Dans ces expériences, les cinq variables restantes à la fin de l’algorithme contiennent
toujours les variables recherchées, pour les jeux de données ayant jusqu’à deux variables
d’influence. Le fait de garder cinq variables pour avoir un modèle intéressant n’est pas
propre à cette étude et Hoque et al [54] évoque également ce nombre comme un minimum
de variables à conserver sous peine de pénaliser la précision du classifieur, bien que cette
étude utilise un modèle différent.

Importance des variables dans les prédictions

La figure 3.4 montre l’évolution de la précision équilibrée et de la sensibilité selon les
itérations de l’algorithme de sélection de variables pour les jeux de données 22, 25 et 26,
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Partie II, Chapitre 3 – Réseaux bayésiens pour le diagnostic à partir de capteurs

Figure 3.4 – Performances moyennes pendant la sélection de variables pour le jeu de
données 21,25 et 26. Le trait vertical rose indique le passage à cinq variables pour l’ap-
prentissage, qui marque une chute de performances.
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3.5. Conclusion

21 22 23 24 25 26 27 28 29
précision équilibrée (en %) 84 93 85 95 92 81 96 96 95

sensibilité (en %) 100 100 90 100 100 90 100 100 100

Table 3.9 – Meilleures performances atteintes respectivement en précision équilibrée et
sensibilité pour chaque jeu de données avec la stratégie supervisée.

et mettent en valeur cette chute de précision lorsque le sous-ensemble passe en dessous
de cinq variables. De plus, ces figures montrent distinctement deux types d’évolution
différentes pour les performances. Le jeu de données 21 est influencé par un seuil de
chacun des quatre critères, et il est visible que toutes les variables aident à la prédiction
dès le début, et qu’aucune de celles qui sont enlevées jusqu’à l’itération 7 n’apporte des
informations indispensables (les performances sont stables). En revanche, dans le cas
des jeux de données 22 et 23 qui sont influencés par une seule variable (bien qu’elles
soient également corrélées avec les variables issues du même critère), les performances sont
mauvaises au début car les critères inutiles apportent du bruit à la prédiction. Cependant,
l’itération 7 (indiquée par le trait rose sur la figure, et qui correspond au passage à cinq
variables) indique le maximum de performances, dû au fait que toutes les variables inutiles
ont été supprimées auparavant, et que toutes les variables supprimées ensuite aident à la
prédiction.

Les performances du classifieur sur ces jeux de données varient selon les itérations
en fonction du nombre de variables, et les performances maximum atteintes par le clas-
sifieur pour chaque jeu de données sont récapitulées table 3.9. Ces valeurs montrent les
bonnes capacités de prédiction du classifieur sur des jeux de données d’une complexité
relativement limitée.

3.5 Conclusion

Ce chapitre propose un réseau bayésien adapté au diagnostic à partir de capteurs et
une méthode d’apprentissage de ce modèle, et avance également une procédure de sélection
des critères importants pour un problème de diagnostic donné. Ce modèle est générique
et utilisable dans un contexte supervisé ou non-supervisé.

Cet ensemble de contributions est testé de manière supervisée dans la section expéri-
mentale, qui prouve la capacité de l’algorithme de sélection à identifier les variables les
plus utiles pour la prédiction, ainsi que ses performances en tant que classifieur, et ce
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Partie II, Chapitre 3 – Réseaux bayésiens pour le diagnostic à partir de capteurs

même sur des jeux de données très déséquilibrés, tels que les jeux de données 26, 27 et 28
qui n’ont respectivement que 4, 5 et 6 KO.

Une des limites de ces résultats est la complexité limitée des jeux de données. De ce fait,
il serait intéressant de tester la capacité du modèle à retrouver les variables pertinentes
grâce à des jeux de données plus complexes, avec plus de critères et plus de seuils.

Le fait que le modèle soit appris avec une agrégation globale en max limite possible-
ment les performances du classifieur et est dû à des contraintes de complexité dans l’im-
plémentation. Il serait possible d’apprendre dans un premier temps le modèle et d’utiliser
l’algorithme de sélection de variables tel que présenté dans la section précédente, puis
d’utiliser le classifieur avec les variables sélectionnées et une agrégation globale en max
bruité.

Une autre amélioration de ce travail pourrait être d’ajouter la mesure d’information
mutuelle entre les variables d’entrée, tel que proposé par Battiti [8] ou Hoque et al [54],
pour éviter les erreurs citées dans la section 3.4.3 où certains seuils sont sélectionnés à la
place d’autres.

De plus, le contexte des expériences ne prouve la capacité du modèle à sélectionner
les variables que dans un contexte supervisé. Il serait intéressant de tester les mêmes
conditions expérimentales avec un apprentissage non-supervisé, et de comparer l’ordre
d’élimination des variables entre les deux types d’apprentissage.

✓ L’algorithme de sélection de variables permet la sélection des
variables les plus utiles à la prédiction.

✓ Les performances du classifieur sont élevées pour les jeux de
données générés utilisés, malgré un déséquilibre des classes
très important pour certains.

✓ Le réseau bayésien proposé et la méthode d’apprentissage
sont prometteuses pour l’utiliser en application réelle pour
le diagnostic à partir de capteurs dans un contexte industriel.

En résumé
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Chapitre 4

CO-TRAINING NON-SUPERVISÉ

4.1 Stratégies proposées . . . . . . . . . . . . . . . . . . . . . . . . . 73

4.1.1 Stratégie split . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74
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Le chapitre 2 a montré que dans de très nombreux cas l’utilisation du co-training semi-
supervisé permet d’améliorer les performances de chaque vue. Cependant, le co-training
non-supervisé reste largement inexploré et pourrait avoir une utilité dans certaines ap-
plications où il est difficile d’obtenir des données annotées. Ce chapitre présente trois
stratégies non-supervisées de co-training pour la classification détaillées dans la section
4.1. Les stratégies présentées sont testées expérimentalement sur cinq jeux de données UCI
adaptés pour le co-training, et quatre jeux de données artificiels, en utilisant pour l’ap-
prentissage le classifieur bayésien naïf. Les résultats et les conclusions de ces expériences
sont développées section 4.2.

4.1 Stratégies proposées

Cette section propose trois stratégies génériques de co-training non-supervisé. Ces
stratégies sont applicables sur tout classifieur probabiliste.
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Figure 4.1 – Illustration du comportement des modèles pendant la stratégie de co-
training split. Les nœuds bleus correspondent aux variables observées et les nœuds blancs
aux variables non observées. M2 est tout d’abord appris de façon non-supervisée, puis
M1 est appris de façon supervisée, en reprenant la prédiction Y2 de M2 pour l’assigner à
Y1.

4.1.1 Stratégie split

La stratégie split propose d’apprendre tout d’abord entièrement un seul des deux
modèles, de façon non-supervisée à l’aide de l’algorithme EM. Suite à cet apprentissage,
les prédictions de la classe sont obtenus par inférence probabiliste et application de la
règle de Bayes y∗ = argmaxP (y|X). Ces prédictions sont ensuite intégrées comme étant
la vérité terrain pour le deuxième modèle, et celui-ci est appris de façon supervisée avec
cette vérité estimée. La procédure est détaillée dans l’algorithme 6 où P (X1|θ1) est la
probabilité d’observer les données X1 pour le modèle M1, et symétriquement pour le
modèle M2.

La figure 4.1 illustre ce fonctionnement avec un exemple de deux modèles symétriques

Algorithme 6 : Stratégie split
Entrée : X 1, X 2

Sortie : θ∗
1, θ∗

2
1 θ∗

2 = argmax P (X 2|θ2)
2 y∗

2 = argmax P (y2|X 2, θ∗
2)

3 θ∗
1 = argmax P (X 1, y1 = y∗

2|θ1)
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4.1. Stratégies proposées

appris par la stratégie split, en commençant par le modèle M2. Dans ce cas, M1 profite
de l’apprentissage non-supervisé de M2. Cependant, de manière symétrique, un meilleur
apprentissage de M1 aiderait également à l’apprentissage de M2, et la stratégie split
n’impose pas de contrainte sur le modèle appris le premier.

La stratégie split est la plus simple ayant pu être imaginée dans le contexte d’un
apprentissage non-supervisé, et la stratégie recursive est dans la continuité de cette ap-
proche.

4.1.2 Stratégie recursive

La stratégie recursive est dans la continuité de split, en ajoutant l’aspect itératif de
l’apprentissage tel que proposé par Blum et Mitchell [14] ou Nigam et Ghani [96]. et
consiste à poursuivre l’apprentissage pour plusieurs itérations. Le début de l’algorithme
recursive est donc exactement split, mais ne s’arrête pas après le premier apprentissage
supervisé du deuxième modèle.

Pour reprendre l’exemple de l’illustration 4.1, après l’apprentissage puis l’obtention du
résultat de l’inférence probabiliste du modèle M1, M2 est appris de nouveau en considé-
rant comme vérité la prédiction de M1, etc. Comme le montre l’algorithme 7, le nombre
d’itération nstep total est prédéfini comme hyper-paramètre à l’algorithme.

Dans la stratégie recursive, le vecteur de prédiction utilisé est entièrement renouvelé à
chaque itération. Ce choix a été fait pour ne pas trop contraindre les modèles à l’appren-
tissage, et les laisser progresser dans la même direction. En théorie, si l’apprentissage a
fonctionné comme prévu, les prédictions des modèles devraient tendre naturellement vers
un optimum commun.

La stratégie progressive construit le vecteur de vérité de manière plus graduelle.

Algorithme 7 : Stratégie recursive
Entrée : X 1, X 2, nstep

Sortie : θ∗
1, θ∗

2
1 θ∗

2 = argmax P (X 2|θ2)
2 pour i allant de 1 à nstep faire
3 y∗

2 = argmax P (y2|X 2, θ∗
2)

4 θ∗
1 = argmax P (X 1, y1 = y∗

2|θ1)
5 y∗

1 = argmax P (y1|X 1, θ∗
1)

6 θ∗
2 = argmax P (X 2, y2 = y∗

1|θ2)
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Algorithme 8 : Stratégie progressive
Entrée : X 1, X 2, µ
Sortie : θ∗

1, θ∗
2

1 θ∗
2 = argmax P (X 2|θ2)

2 µ0 = 0
3 y0 ={}
4 tant que le critère d’arrêt n’est pas atteint faire
5 y∗

2 = argmax P (y2|X 2, θ∗
2)

// tri des éléments de y2 par ordre de vraisemblance décroissante
6 ytrié

2 ={l1, l2, ..., lN}
// calcul du nombre d’instances Nµ à ajouter à y

7 Nµ = µ × N
// ajout des instances sélectionnées

8 y ={lk}Nµ

k=1
9 yi = yi−1 ∪ y

10 θ∗
1 = argmaxP (X 1, y1 = yi|θ1)

11 µi = µi−1 + µ
// changement de vue

12 y∗
1 = argmaxP (y1|X 1, θ∗

1)

4.1.3 Stratégie progressive recursive label selection

La troisième stratégie proposée, progressive recursive label selection est dérivée de la
stratégie recursive, mais avec la particularité de ne pas considérer comme vecteur de
vérité la totalité des instances étiquetées dès la première itération. Ce principe est le
même que celui proposé par Blum et Mitchell [14], à la différence qu’aucune distinction
n’est faite selon la classe de la prédiction. En effet, un certain pourcentage µ du nombre
total N est ajouté au vecteur de vérité de la classe à chaque itération. Comme le montre
l’algorithme 8, à chaque itération Nµ = µ × N étiquettes sont ajoutées au vecteur de
vérité. µi = µ × i correspond au pourcentage total d’instances du vecteur de vérité qui
comporte une étiquette à une itération i donnée.

Les points à ajouter sont choisis en fonction d’une certaine mesure de confiance du
modèle en l’annotation, tel que proposé par Nigam et Ghani [96]. La mesure de confiance
utilisée dans l’algorithme proposé est ici la vraisemblance. L’intérêt de ne pas ajouter des
étiquettes peu certaines dès le début de l’apprentissage est d’éviter d’orienter trop tôt les
modèles dans une mauvaise direction, notamment lorsque les vues ne sont pas suffisantes,
ce qui correspond au bruit d’étiquetage décrit par Wang et Zhou [133].
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Contrairement à la stratégie recursive, le vecteur de vérité est désormais immuable ;
chaque annotation qui y a été ajoutée ne pourra plus changer jusqu’à la fin. Le but de cette
variation est un apprentissage plus graduel et donc une limitation du risque que les modèles
s’induisent l’un l’autre en erreur dès le début de l’apprentissage. Cette stratégie s’approche
plus d’un apprentissage semi-supervisé, comme dans le cas de nombreux algorithmes de
co-training citées dans le chapitre 2.

Deux critères d’arrêt simple sont proposés pour cet algorithme. La première option
est de poursuivre les itérations jusqu’à ce que toutes les instances soient étiquetées (pm),
et la deuxième est d’arrêter l’apprentissage lorsqu’un coude est détecté dans la confiance
du modèle en les étiquettes qu’il ajoute (pc).

4.2 Expériences

Pour cette partie expérimentale, les trois stratégies présentées précédemment dans la
partie 4.1 sont utilisées pour entraîner deux classifieurs bayésiens naïfs M1 et M2. Les
données et le protocole utilisés pour ces apprentissages sont présentés respectivement dans
les sous-sections 4.2.1 et 4.2.2. Les résultats et leurs interprétations sont exposés dans la
sous-section 4.2.3.

4.2.1 Données

Les jeux de données utilisés pour l’apprentissage sont les quatre jeux de données gé-
nérés artificiellement, présentés dans la section 3.4.1, et des données extraites du dépôt
UCI puis adaptées au co-training. Les caractéristiques intéressantes du point de vue du
co-training, ainsi que des informations générales telles que le ratio de déséquilibre rD sont
présentées pour chacun de ces ensembles de données.

Données générées pour le co-training

Les données générées artificiellement présentées dans le chapitre précédent contenaient
quatre critères avec chacun trois seuils, soit douze variables d’entrée au total pour la vue
X1. Dans un souci de simplicité, seul un seuil a été conservé par critère, ce qui donne
quatre variables pour la vue, X1, et ainsi que pour la vue X2 qui en contenait déjà quatre.

La table 4.1 présente pour chacun des quatre ensembles de données le nombre de
variables chaque vue X1 et X2, le nombre d’instances N et le taux de déséquilibre rD,
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δ1 δ2 |X1| |X2| N rD

jdd1 (21) 0.13 0.20 4 4 300 8%

jdd2 (22) 0.17 0.24 4 4 300 20%

jdd3 (23) 0.10 0.39 4 4 300 12%

jdd4 (24) 0.07 0.47 4 4 300 19%

Table 4.1 – Caractéristiques des données générées. Chaque ligne représente un jeu de
données, le numéro entre parenthèses est l’identifiant de jeu de données et sera utilisé par
la suite dans les données tabulaires. δ1 et δ2 sont les mesures respectives de suffisance
et d’indépendance. |X1| et |X2| sont le nombre de colonnes des vues X1 et X2, N est
le nombre d’échantillons dans l’ensemble de données et rD est le ratio de déséquilibre,
c’est-à-dire le pourcentage d’instances positives.

c’est-à-dire le pourcentage d’instances appartenant à la classe positive. Les indicateurs de
suffisance et d’indépendance δ1 et δ2 de Ling et al [81] y sont également présents, estimés
en utilisant un arbre de décision comme classificateur de base et une validation croisée.
Selon l’étude de Ling et al [81], le co-training a tendance à améliorer les performances
lorsque δ1 < 0, 23 et δ2 < 0, 15. Les quatre jeux de données générés respectent la première
condition, mais aucun ne respecte la deuxième. Les vues ont donc une bonne suffisance
mais ne sont pas vraiment indépendantes.

Adaptation des données UCI pour le co-training

Au total, cinq benchmarks du dépôt de référence UCI [33] ont été sélectionnés pour
les expériences suivantes. Ces jeux de données ne sont pas originellement dédiés au co-
training et les deux vues ont du être créées artificiellement. Pour ce faire, la procédure
décrite par Ling et al [81] basée sur l’entropie pour diviser un jeu de données en deux vues,
décrite dans la sous-section 2.3.2, a été utilisée. Les jeux de données UCI à deux vues sont
partagés sur github 1 afin de créer une base de référence publique pour le co-training.

La table 4.2 reprend les mêmes critères que la table 4.1 mais pour les benchmarks UCI.
Pour rappel, l’étude de Ling et al [81] qui dit que le co-training a tendance à améliorer
les performances si δ1 < 0, 23 et δ2 < 0, 15. En comparant ces valeurs avec celles de
la table 4.1, seuls les jeux de données 8 et 13 ont une bonne suffisance de leurs vues
(respectivement δ1 = 0, 11 et δ1 = 0, 19), et seul le jeu de données 5 a une indépendance

1. https ://github.com/MathildeMonvoisin/Co-training-benchmark
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δ1 δ2 |X1| |X2| N rD

heart-statlog (5) 0.33 0.12 7 6 270 45%

APS failure (8) 0.11 0.39 5 5 758 36%

hydraulic stable (10) 0.45 0.66 8 7 2206 34%

hydraulic valve (12) 0.56 0.67 8 7 2206 67%

hydraulic leakage (13) 0.19 0.67 8 7 2206 22%

Table 4.2 – Caractéristiques des benchmarks UCI. Chaque ligne représente un jeu de
données, le numéro entre parenthèses est l’identifiant de jeu de données et sera utilisé par
la suite dans les données tabulaires. δ1 et δ2 sont les mesures respectives de suffisance
et d’indépendance. |X1| et |X2| sont le nombre de colonnes des vues X1 et X2, N est
le nombre d’échantillons dans l’ensemble de données et rD est le ratio de déséquilibre,
c’est-à-dire le pourcentage d’instances positives.

des vues favorable (δ2 = 0, 12).

4.2.2 Protocole expérimental

L’implémentation des différentes stratégies d’apprentissage proposées dans la section
4.1 a été réalisée avec la bibliothèque C++ dédiée aux modèles graphiques probabi-
listes PILGRIM développé au sein de l’équipe DUKe du LS2N, basée sur la bibliothèque
ProBT 2. Les modèles appris à l’aide des stratégies de co-training non-supervisé proposées
dans ce chapitre sont des classifieurs bayésiens naïfs. Ils ont l’avantage d’être applicables
pour tous les problèmes de classification et sont reconnus pour leur bonnes performances
relativement à leur simplicité, comme détaillé dans la section 1.4. Chaque classifieur bayé-
sien naïf est appris à l’aide de chacune des trois stratégies split, recursive et progressive
avec cinq validations croisées à 2 échantillons (stratified 5x2-fold cross validation). Les
performances des trois stratégies sont comparées avec les résultats d’un apprentissage in-
dépendant de chaque modèle de manière non-supervisée. La significativité des résultats
est vérifiée à l’aide d’un test de Student (stats.ttest_rel() de scipy [128]) avec un risque
α = 1%.

Les paramètres sont appris avec l’algorithme EM avec un seuil d’arrêt de 0,0001 sur la
variation de la vraisemblance et un nombre d’itérations de nstep = 15 (choisi pour garantir
la convergence dans toutes nos expériences) pour la stratégie recursive.

2. https ://www.probayes.com/
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0.01 0.05 0.1
0.01
0.05
0.1

0.01 0.05 0.1
0.01
0.05
0.1

Table 4.3 – Résultat du test de Student avec α = 0.05 pour la comparaison des valeurs
de µ = 0.01, 0.05, ou 0.1 pour la précision équilibrée (table de gauche) et la sensibilité
(table de droite). Vert et rouge signifient respectivement que la valeur en colonne est
significativement meilleure ou pire que la valeur en ligne. Les cases grises sont les cases
dont les valeurs sont non significatives.

De plus, le but de la stratégie progressive est d’ajouter les étiquettes au fur et à
mesure de l’apprentissage selon la confiance du classifieur en les différentes instances. Le
nombre d’annotations ajoutées à chaque itération dépend du taux µ. Pour déterminer la
meilleure valeur de µ, une étude préliminaire a été effectuée pour comparer les valeurs de
µ = 1%, 5% ou 10%. La table 4.3 montre les résultats du test de Student pour ces valeurs,
et permet de conclure avec un risque de α = 5% que le meilleur taux est µ = 1%. C’est
donc ce paramètre qui est utilisé pour la suite des expériences.

Enfin, des a priori de Dirichlet sont utilisés sur la variable classe pour éviter une
mauvaise convergence due aux données déséquilibrées. Une étude préliminaire a permis
de conclure sur les α optimaux pour la variable classe : α0 et α1 étant respectivement le
nombre d’observations virtuelles de CNF et de SC. N étant le nombre total d’instances,
il a été déterminé que les a priori seraient assignés comme indiqué par les équations 4.1,
simulant donc une proportion de 70% des cas comme étant en CNF.

 α0 = 0.7 × N

α1 = 0.3 × N
(4.1)

4.2.3 Résultats

Dans cette section, u désigne les résultats de l’apprentissage simple, s et r respective-
ment les résultats des stratégies split et recursive, et enfin la stratégie progressive a deux
ensembles de résultats : les résultats de la stratégie progressive issus de la dernière itération
(quand l’ensemble des étiquettes ont été ajoutées au vecteur de vérité) sont notés pm. Les
résultats issus de l’itération précédant le coude dans la confiance en les étiquettes ajoutées
pour la stratégie progressive sont notés pc et sont détaillés dans la table 4.6. Cette section
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vue A vue B
Stratégie u s r pm pc u s r pm pc

préc. éq. 1 3 0 3 0 1 1 1u sensibilité 1 4 4 4 0 3 3 2
préc. éq. 0 3 4 5 0 3 2 4s sensibilité 0 6 1 5 0 2 4 4
préc. éq. 1 2 3 5 3 5 3 3r sensibilité 1 4 1 3 1 4 5 8
préc. éq. 1 6 5 3 3 6 5 6pm sensibilité 3 8 8 5 3 3 2 5
préc. éq. 1 4 2 5 2 4 4 3pc sensibilité 0 4 4 4 1 5 4 5

Table 4.4 – Somme du nombre de jeux de données obtenant des résultats significatifs
pour les vues A et B : en colonne la stratégie est significativement meilleure que celle qui
est en ligne.

utilise le package python Kneed 3, qui implémente l’algorithme Kneedle décrit dans la
section 1.4.2 pour détecter le coude dans l’évolution de la confiance.

La table 4.4 donne la somme du nombre de jeux de données pour lesquels les résultats
sont significatifs lorsque l’on compare deux stratégies entre elles. Le chiffre dans une case
d’une colonne c et d’une ligne l est à lire comme le nombre total de jeux de données pour
lesquels la stratégie c est meilleure que la stratégie l, résultats des expériences commençant
par les vues X1 et X2 additionnés.

Dans certains cas, les stratégies de co-training offrent de meilleurs résultats que les
stratégies simples, et dans d’autres cas, l’inverse est vrai. Les cas présentant un bon fonc-
tionnement des stratégies sont présentés dans la première sous-section. La deuxième sous-
section détaille les cas où les stratégies de co-training non-supervisé n’ont pas amélioré
les résultats ou les ont dégradés, et expliquent les raisons de ces échecs.

Réussite des stratégies

La table 4.5 montrent que la stratégie recursive et progressivem ont tendance globale-
ment à améliorer les résultats pour six sur neuf des benchmarks (10, 12, 13, 22, 23 et 24)
pour la vue X1. Pour la stratégie progressive, le fait d’arrêter l’apprentissage à l’itération
avant la chute de confiance (pc) donne une grande amélioration par rapport au fait d’aller

3. https ://github.com/arvkevi/kneed
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Début vue A
vue A vue B

Stratégie s-u r-u pm-u pc-u s-u r-u pm-u pc-u
∆ préc. éq. -9.7 11.25 ∆ sensibilité -13.2
∆ préc. éq. 22.0 -23.4 -13.68 ∆ sensibilité 42.9
∆ préc. éq. -9.6 9.810 ∆ sensibilité -9.9 -6.9 25.4 39.7 54.2
∆ préc. éq. 2.8 -3.4 2.912 ∆ sensibilité 36.1 15.8 57.1 8.3 8.8 -4.8
∆ préc. éq. 7.2 8.0 -3.713 ∆ sensibilité 5.1 12.9 23.2 38.8 18.4
∆ préc. éq. 19.1 -21.021 ∆ sensibilité -16.9 64.0
∆ préc. éq. 6.8 -10.6 -17.0 -15.622 ∆ sensibilité 39.3 54.4 52.6 65.9 41.1
∆ préc. éq. 12.2 11.5 23.423 ∆ sensibilité 35.1 -32.7 22.9 25.0 -32.7
∆ préc. éq. -21.9 -18.2 15.624 ∆ sensibilité 55.6 32.8

Début vue B
Stratégie s-u r-u pm-u pc-u s-u r-u pm-u pc-u

∆ préc. éq. -8.8 -2.25 ∆ sensibilité 32.3
∆ préc. éq. -14.8 -23.4 -25.9 -5.28 ∆ sensibilité 27.6 31.1 14.1 -23.6 -14.8
∆ préc. éq. 6.3 9.8 13.510 ∆ sensibilité 7.2 -9.9 39.7 38.3
∆ préc. éq. -4.6 -7.8 3.512 ∆ sensibilité 29.1 36.1 20.2 8.3 7.4 55.6
∆ préc. éq. 7.6 8.0 -3.7 -3.6 -10.213 ∆ sensibilité 30.7 12.9
∆ préc. éq. 19.121 ∆ sensibilité -42.4 -31.0 67.9
∆ préc. éq. 9.4 6.8 -10.6 -15.022 ∆ sensibilité -39.0 52.6 70.0
∆ préc. éq. 12.2 32.6 17.023 ∆ sensibilité 35.1 -32.7 -34.8
∆ préc. éq. -10.4 -21.9 -18.624 ∆ sensibilité 55.6 60.0 -29.4

Table 4.5 – Différence de performances entre le co-training et l’apprentissage non-
supervisé (u). Les cases vertes ou rouge correspondent à une différence positive (vert
foncé pour le meilleur) ou négative. Les cases blanches sont les résultats non significatifs.82
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jusqu’à la fin pour ajouter toutes les étiquettes (pm) pour trois benchmarks (8, 12 et 13),
et améliore particulièrement la sensibilité de quatre benchmarks (21, 22, 23, 24).

En comptabilisant les scores significatifs dans la table 4.5, les stratégies split, recursive
et progressive augmentent les performances d’un nombre de jeux de données en moyenne
de 4,5 de 5,5 de 8 (pm) et de 5,5 (pc). La stratégie progressive obtient la meilleure moyenne
en augmentation de performances, et split obtient le moins d’échecs mais a de manière
générale peu de résultats significatifs. De plus, comme vu précédemment, pm et pc se
complètent bien, car utiliser pc lorsque la confiance diminue en fin d’apprentissage permet
de corriger une partie des dégradations de performances observées pour pm. Enfin, la table
4.6 souligne les différences entre pc et pm, et permet de conclure que pc offre une grande
amélioration de la sensibilité. Il est donc important de noter que c’est progressivem qui
offre les meilleurs améliorations, au prix de grosses dégradations dans certains cas, mais
que ces cas sont détectables et corrigeables grâce à progressivec.

La table 4.7 expose les durées d’entraînement pour chaque jeu de données et chaque
stratégie. Pour les jeux de données contenant le moins d’instances, les durées varient
faiblement d’une stratégie à l’autre. Par exemple, 5 (270 instances) ne prend jamais plus
de dix secondes pour effectuer un entraînement. En revanche, la durée de l’entraînement
augmente de façon exponentielle avec le nombre de lignes. Le benchmark 8 a 750 lignes
et met une vingtaine de secondes à tourner pour la stratégie progressive, tandis que les
benchmarks 10, 12 et 13 ont 2200 lignes et mettent entre 80 et 90 secondes pour la totalité
de l’entraînement progressive.

Si l’on cherche un entraînement rapide ou que l’on a beaucoup de données, recur-
sive sera certainement un bon compromis entre un temps de calcul raisonnable et des
résultats intéressants. Si l’on s’intéresse uniquement aux performances, progressivem est
meilleure dans une grande partie des cas (ceux où la confiance des classifieurs est grande)
et progressivec permet notamment de corriger certaines boucles de rétroaction négative
(ceux où la confiance des classifieurs est faible). De plus, la stratégie progressive permet
généralement d’augmenter significativement la sensibilité.

Echec des stratégies

On peut considérer que les stratégies de co-training ont échouées lorsque l’appren-
tissage simple (u) donne des résultats significativement meilleurs que les stratégies de
co-training proposées (r,s,p).

Le premier cas de figure de l’échec des stratégies de co-training non-supervisées est
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Début vue A Début vue B
vue A vue B vue A vue B

Stratégie pc-pm pc-pm pc-pm pc-pm

∆ préc. éq. -0.8 -14.0 -4.5 3.75 ∆ sensibilité 2.7 -22.1 11.0 0.7
∆ préc. éq. 0.1 5.5 -10.2 15.98 ∆ sensibilité 47.0 7.0 -28.0 15.6
∆ préc. éq. 1.5 -0.9 -10.1 -15.510 ∆ sensibilité -15.9 -33.6 -11.4 -7.0
∆ préc. éq. 2.5 5.6 5.0 -1.412 ∆ sensibilité -4.7 -5.5 43.1 -21.6
∆ préc. éq. -4.5 -6.3 17.0 1.613 ∆ sensibilité 7.5 -15.7 48.8 -16.9
∆ préc. éq. -23.7 31.4 -23.9 0.821 ∆ sensibilité 28.4 21.2 46.4 56.2
∆ préc. éq. 10.0 11.3 -17.3 2.822 ∆ sensibilité -78.5 -26.5 54.5 -46.2
∆ préc. éq. -2.5 -10.7 -8.9 4.323 ∆ sensibilité 33.2 -21.5 -20.0 7.0
∆ préc. éq. -3.0 11.1 -8.4 -22.024 ∆ sensibilité -7.6 -20.0 31.4 2.8

Table 4.6 – Comparaison des indicateurs de précision équilibrée et de sensibilité pour
progressive, à la dernière itération (pm) et à l’itération du coude (pc). Les cases sont
vertes lorsque la différence entre les stratégies étudiées est positive, et rouge quand elle
est négative. La couleur verte ou rouge est plus foncée lorsque la valeur absolue de cette
différence est supérieure à 20. Les cases grises sont les résultats non significatifs.

celui des jeux de données qui ne sont pas adaptés au co-training. Dans la table 4.4,
on remarque que les stratégies, recursive et progressive dégradent les performances en
précision équilibrée d’un des jeux de données, et de plusieurs d’entre eux en sensibilité,
notamment pour les résultats pm. La table 4.8 montre le détail des jeux de données pour
lesquels chaque stratégie de co-training échoue par rapport à l’apprentissage simple. Ce
sont les jeux de données 8, 10 et 13, qui apparaissent le plus dans cette table, on peut donc
considérer que les stratégies de co-training échouent pour ces benchmarks, notamment split
et recursive. Les indicateurs d’indépendance de ces jeux de données sont particulièrement
élevés : respectivement 0.39, 0.66 et 0.57, c’est-à-dire bien au-delà des valeurs avancées par
Ling et al [81] à partir desquelles le co-training a tendance à dégrader les performances
(δ2 > 0.26). L’échec des stratégies proposées split et recursive sur les jeux de données
8, 10 et 13 peut donc s’expliquer par le fait qu’ils soient intrinsèquement inadaptés au
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u s r pm pc

5 0.2 0.3 1.2 9.9 8.1
8 1.0 1.4 3.5 21.4 16.6

10 10.0 14.8 23.4 83.4 80.7
12 13.9 18.2 26.8 82.7 80.1
13 13.5 18.5 28.3 90.2 87.2
21 0.1 0.2 1.0 8.1 6.4
22 0.2 0.3 1.1 8.1 6.1
23 0.2 0.3 1.0 8.2 5.7
24 0.1 0.2 0.9 8.1 4.4

Table 4.7 – Durée moyenne (en secondes) de l’entraînement pour chaque jeu de données
et chaque stratégie.

Indicateur Précision équilibrée Sensibilité
Stratégie s r pm pc s r pm pc

A 24 5 10 10 10, 21, 23
B 8, 13, 22 8, 13, 22 8, 13 23 8, 23, 24 8

Table 4.8 – Jeux de données pour lesquels les stratégies de co-training (en colonne)
dégradent les performances par rapport à l’apprentissage simple (détail des colonnes u de
la table 4.4).

co-training.
Le deuxième cas pouvant favoriser de mauvaises performances, notamment par la

stratégie progressive, est une chute de la confiance du modèle en les nouvelles instances
qu’il doit classifier. La table 4.8 montre que les jeux de données 22 et 24 donnent de
moins bons résultats pour progressivem que pour l’apprentissage simple, notamment sur
la vue X2. La figure 4.2 montre la confiance dans le dernier étiquetage effectué en fonction
du critère d’arrêt, et il est visible que la confiance est nettement plus basse pour les
jeux de données 8 et 21 à 24 sur le graphe des ajouts de pm. Cette observation porte
en la faveur que les jeux de données 22 et 24 entrent dans une boucle de rétroaction
négative à partir d’une certaine itération, ultérieure à l’itération du coude détecté. La
table 4.2 de pc montre qu’avant leur chute de confiance, ces deux jeux de données ont
une confiance aussi élevée que les autres (probabilité aux alentours de 0.8 pour la vue X1,
et qui ne dépasse pas 0.75 pour la vue X2). De plus, 22 et 24 n’apparaissent pas dans
la colonne pc de la table 4.8, ce qui signifie que la boucle de rétroaction négative a été
contrée par la stratégie qui consiste à arrêter l’entraînement avant la chute de confiance
(pc). Le même phénomène est observables pour le benchmark 21, qui a des performances

85



Partie II, Chapitre 4 – Co-training non-supervisé de classifieurs probabilistes

Figure 4.2 – Confiance dans les ajouts d’étiquettes à l’itération des résultats pm et pc

pour chaque jeu de données. Moyenne sur début A et début B.

dégradées pour pm. Une confiance faible du classifieur dans les étiquettes utilisées pour la
prévision apparaît comme pouvant dégrader grandement les performances du co-training
non-supervisé.

Les observations ci-dessus permettent donc de suggérer que deux cas de figures en-
traînent l’échec des stratégies de co-training : la première est le non-respect des hypothèses
intrinsèques au co-training, bien qu’ici le co-training améliore les performances à des seuils
au-delà de ceux avancés par l’étude de Ling et al [81]. La deuxième cause de dégrada-
tions de performances est une baisse de confiance dans les prédictions utilisées pour la
construction du vecteur de vérité. Ce deuxième cas concerne plutôt les stratégies recursive
et progressivem.

4.3 Conclusion

Ce chapitre a présenté trois stratégies de co-training non-supervisées, qui peuvent être
appliquées à tout classifieur probabiliste et divers domaines d’application.
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4.3. Conclusion

Ces stratégies ont été illustrées à l’aide de plusieurs benchmarks disponibles dans le
dépôt UCI (et adaptés à un objectif de co-training) et de jeux de données artificiels. La
section 4.2 a montré que ces stratégies peuvent tirer profit d’informations distinctes afin
de fournir de meilleurs résultats, pour des durées d’entraînement raisonnables.

Les observations précédentes conduisent à penser qu’il existe un grand bénéfice pour
les performances à arrêter la stratégie progressive avant qu’elle ait ajouté toutes les éti-
quettes au vecteur de prédiction (pc), au moins pour les jeux de données qui atteignent
une confiance très faible à la fin des ajouts. progressivec permet souvent d’augmenter
beaucoup la sensibilité, ce qui peut être un atout pour certaines applications où manquer
une classification positive peut avoir des conséquences graves. A l’inverse, de manière
générale, recursive a plus tendance à permettre de grandes améliorations de précision
équilibrée, et progressivem offre des bonnes améliorations de manière plus globale. En-
fin, il est important de souligner que ces expériences ont été effectuées avec le classifieur
bayésien le plus simple, le classifieur bayésien naïf, et il n’est donc pas exclu que les stra-
tégies de co-training non-supervisé proposées dans ce chapitre permettent de plus grandes
améliorations avec des classifieurs plus adaptés au problème.

Ling et al [81] énoncent dans leurs conclusions que le co-training a tendance à fonc-
tionner sur des jeux de données quand δ1 < 0.23 et δ2 < 0.15. Aucun des jeux de données
utilisés dans ce chapitre ne rentre dans ces intervalles, tous les jeux de données ont pour-
tant reçu une amélioration avec au moins une des stratégies de co-training non-supervisé.

Ce travail peut encore être étendu ou amélioré de plusieurs façons. Premièrement,
comme mentionné précédemment, le choix a été d’utiliser un classifieur naïf bayésien,
mais il serait également intéressant de reproduire les expériences avec d’autres classifieurs
connus, tel que le TAN, le BAN, etc, pour voir si les mêmes conclusions ressortent.

La stratégie progressive avec le critère d’arrêt du coude permet des améliorations
mais dégrade les performances relevées pour certains jeux de données. Il est possible que
ces baisses de précision et sensibilité soient dues à un critère d’arrêt inadapté. Il est
possible qu’un autre critère que la recherche d’un coude dans la confiance d’ajout dans
les étiquettes soit plus pertinent, par exemple un seuil de confiance sous lequel ne pas
tomber. Une recherche plus développée des conditions d’arrêt de la stratégie progressive
pourrait venir compléter ce travail sur les stratégies de co-training. La stratégie recursive
pourrait également bénéficier d’un critère d’arrêt différent : au lieu de contrôler le nombre
d’étapes, il serait possible de surveiller la vraisemblance et arrêter les itérations lorsque
celle-ci a cessé de s’améliorer de manière significative.
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La boucle de rétroaction négative observée lors de certaines expériences est partielle-
ment corrigée par la stratégie progressive, mais il serait possible de raffiner plus encore le
passage d’information en ne transférant pas l’étiquette de la classe la plus certaine, mais
la distribution de probabilité de l’état comme une soft evidence, comme proposé dans le
contexte multi-agent par Vomlel [129].

Les hypothèses de suffisance ne sont également pas toujours respectées dans les appli-
cations réelles, il serait possible d’étendre ce travail sur le co-training non-supervisé avec
des vues insuffisantes, comme proposé par Guo et al [46].

✓ Les stratégies de co-training non-supervisé proposées ont été
montrées comme performantes sur plusieurs benchmarks an-
notés, notamment recursive et progressivem.

✓ Lorsque la confiance du classifieur diminue en dessous d’un
certain seuil, le critère d’arrêt alternatif progressivec permet
d’améliorer les résultats par rapport à progressivem, et no-
tamment la sensibilité.

✓ La stratégie progressive permet généralement d’augmenter
significativement la sensibilité.

✓ Les stratégies proposées prouvent leur utilité même en de-
hors du cas idéal d’une indépendance et d’une suffisance éle-
vée des jeux de données.

✓ La généricité des algorithmes les rend directement utilisables
pour tout classifieur probabiliste.

✓ La durée d’entraînement est raisonnable (jusqu’à une cen-
taine de secondes) pour un jeu de données jusqu’à 2200 lignes
et 7 colonnes (non testée au-delà).

En résumé
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L’usinage est l’un des principaux procédés de fabrication mécanique, en particulier
pour les pièces à forte valeur ajoutée. Il est effectué sur des machines-outils, qui sont très
performantes et dynamiques. Leur productivité est notamment liée aux performances de
la broche. Elle fait tourner l’outil, permettant le mouvement de coupe qui retire la matière.
En usinage à grande vitesse (UGV), elles tournent très vite (ex. N = 30 000 tr/min), ce
qui permet d’enlever des volumes de matière plus rapidement. Étant très performantes et
aux limites des possibilités technologiques, les broches sont malheureusement également
fragiles et sont ainsi le talon d’Achille des machines-outils d’UGV. La figure 5.1 montre
une photographie de broche et de machine outil.
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Figure 5.1 – Photographie d’une machine outil (à gauche) et d’une broche (à droite).

Ces broches ont des durées de vies très variables d’une machine à l’autre, souvent beau-
coup plus courtes qu’elles ne devraient l’être par rapport aux spécifications des construc-
teurs. Les experts du domaine connaissent certains types d’événements qui pourraient
engendrer cette défaillance prématurée, mais peuvent rarement savoir pour une broche
donnée quelles sont les facteurs qui ont été les plus impactants pour la rendre hors d’usage.
En effet, les dégradation des broches sont lentes et peuvent durer quelques mois à plu-
sieurs années. Elles sont donc difficilement perceptibles par l’homme et difficiles à étudier
scientifiquement au cours de réelles productions industrielles, qui elles-seules pourront
générer des défaillances réalistes. Une instrumentation vibratoire pointue est nécessaire
pour pouvoir suivre l’évolution de l’état de la broche, tel que cela se fait en maintenance
conditionnelle.

L’identification des raisons qui créent les différents types de dégradations est un sujet
capital pour le domaine de l’UGV, car bien que les problèmes graves y soient très rares,
le fait que les broches aient des durées de vie aussi variables pour des raisons incomprises
provoque de coûteux arrêts de production et de maintenance curative. Il est donc crucial de
déterminer quel type et quelle intensité d’incident en usinage va endommager les broches,
d’une part ; et quelles évolutions de l’état de la broche sont significatives, d’autre part.

L’application qui motive ce chapitre est un jeu de données collecté dans un contexte
de production industrielle d’usinage à grande vitesse, avec une partie du jeu de données
issue de la surveillance du procédé d’usinage, et l’autre partie de la signature vibratoire
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de la broche. L’ensemble des indicateurs et critères utilisés pour effectuer le suivi de
l’électrobroche en UGV et détecter les incidents qui peuvent survenir en usinage sont
détaillés section 5.1. La section 5.2 décrit la méthode de récolte des données ainsi que les
caractéristiques du jeu de données. Enfin, la section 5.3 détaille la compatibilité de ces deux
parties du jeux de données avec les stratégies de co-training non-supervisé introduites dans
le chapitre 4, notamment par le fait que les deux parties du jeu de données permettent
de détecter les endommagements de la broche, et peuvent apprises ensemble puis être
utilisées séparément pour effectuer les inférences.

5.1 Éléments pour le diagnostic en usinage

Il est possible d’évaluer l’état de la broche à un moment donné en procédant à une
signature vibratoire de la broche. C’est une procédure répandue dans le domaine industriel
et bien connue par les experts en maintenance conditionnelle [108]. De Castelbajac et al
[27] ont proposé de surveiller en outre le procédé d’usinage, ce qui peut également donner
des indications sur ce que la machine a subi pendant une période de temps donnée, et
donc aider à savoir comment la broche a été endommagée pendant cette période.

Les différents types d’événements qui peuvent se produire sont notamment le broute-
ment, les bris d’outils ou les chocs [41].

5.1.1 Signature vibratoire de l’état de la broche

Une signature vibratoire de broche permet d’obtenir le spectre fréquentiel des vibra-
tions, qui sont mesurées en faisant tourner un outil à vide, toujours à iso-conditions.
Le niveau vibratoire de la machine donne des indications sur l’évolution de son état, cf
[norme ISO17243]. Pour des analyses plus fines, l’analyse du spectre fréquentiel permet
de détecter des défauts d’un des composants d’un système mécanique. En particulier, les
fréquences caractéristiques des défauts d’un roulement permet de suivre sa dégradation,
au travers de la fréquence de passage des billes sur la piste extérieure et intérieure, respec-
tivement désignées BPFO (Ball Pass Frequency of the Outer Race) ou BPFI (Ball Pass
Frequency of the Inner Race), donnent une indication sur l’état des pistes extérieures et
intérieures des bagues. La fréquence fondamentale du train FTF détecte les défauts de la
cage et BSF les défauts des billes. L’équilibrage de l’arbre 1X peut être suivi au travers
d’une estimation de son balourd, par l’amplitude de la contribution à la fréquence de
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rotation du rotor, notée 1X [41].

5.1.2 Surveillance du procédé

La surveillance du procédé d’usinage consiste à analyser les signaux enregistrées pen-
dant l’usinage, afin de détecter de potentiels incidents, tels que les bris d’outils ou de pré-
dire la qualité de la surface de la pièce usinée. Une variété de critères existent pour ce faire,
les plus fréquents étant les niveaux vibratoires globaux Arms(t) et Vrms(t), respectivement
en accélération (m.s−2) et en vitesse (mm.s−1). Vrms(t) et Arms(t) sont respectivement
la valeur efficace de la vitesse et de l’accélération de la vibration, révélant le niveau de
vibration à chaque instant.

Godreau et al [41] ont également proposé deux nouveaux critères de surveillance :
Nh(t) et Ub(t). Le critère de surveillance Nh(t) permet la détection du broutement. Le
broutement est un phénomène de coupe instable qui entraîne un défaut de qualité inac-
ceptable (des ondulations) sur la surface de la pièce [92]. L’analyse du spectre de vibration
révèle que, en présence de broutement, de nouvelles contributions apparaissent à des fré-
quences non-harmoniques (de la vitesse de la broche). Nh(t) est la somme des amplitudes
des cinq contributions non-harmoniques dominantes du spectre de vibration. Le critère
Ub(t) quant à lui, détecte les bris d’outil, qui peuvent également se produire pendant l’usi-
nage. Un bris d’outil conduit à une augmentation du déséquilibre mécanique de l’outil,
qui peut être estimé par l’amplitude des vibrations à la fréquence de la broche. Ub(t)
a donc été défini par Godreau et al [41] comme l’amplitude de la contribution à la fré-
quence de rotation de la broche, obtenue dans le spectre des vibrations en effectuant un
suivi d’ordre (order tracking). Le critère Ub(t) est évalué lorsque la broche est en rotation
mais pas en train d’usiner, pour éviter les perturbations dues aux efforts de coupe. Cette
surveillance polyvalente permet de détecter de manière fiable les défaillances de l’outil
pendant l’exploration des données.

5.2 Description des données UGV

Les données d’UGV ont été collectées dans un contexte réel de production industrielle
aéronautique de pièces de structure en alliage d’aluminium. Elles portent sur trois durées
de vie complètes de broche, collectées sur un total 436 jours de données agrégées et non
étiquetées [41].
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Figure 5.2 – Système EmmaTools de collecte des données d’UGV. Illustration issue des
travaux de Godreau et al [41].

5.2.1 Données de surveillance de l’état de la broche

La surveillance de l’état de la broche se fait à partir des données de signature vibratoire
de la broche. Ces dernières ont été enregistrées quotidiennement à 25.6kHz lors d’une
rotation à une vitesse de 17 500 tours par minute. Cette prise de mesures a été réalisée
après avoir fait chauffer la broche, pour qu’elle soit toujours à la même température à
chaque enregistrement des données.

Les composantes contenues dans la vue B, issues de la signature de broche, sont les
critères BPFO, BPFI et FTF pour les défauts de roulement, ainsi que l’équilibrage 1X

pour les rotors déséquilibrés ou voilés.

5.2.2 Données de surveillance du procédé d’usinage

Les quatre critères présentés dans la section 5.1.2 sont présents dans les données de
surveillance de procédé du jeu de données d’UGV. Ces critères bruts de surveillance
(Arms(t), Vrms(t), Nh(t) et Ub(t)) sont obtenus par traitement du signal en temps réel à
partir de quatre accéléromètres qui fournissent des signaux vibratoires de 25kHz et ils
sont collectés à une fréquence de 10 Hz, ce qui correspond à 864000 valeurs par jour. Ces
valeurs sont collectées et enregistrés grâce au système EmmaTools illustré figure 5.2, qui
a été développé par le LS2N.
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Pour être comparés à l’évaluation quotidienne de l’état de la broche, les critères de
surveillance du procédé doivent être agrégés quotidiennement. Les incidents survenant
pendant l’usinage pouvant être très brefs, ils ne peuvent pas être détectés en faisant la
moyenne de toutes les valeurs de surveillance mesurées pendant une journée. En outre,
seules des vibrations importantes, dépassant un certain seuil, peuvent endommager la
broche. La proposition d’agrégation de Castebelbajac et al [27] d’agréger ces critères bruts
de surveillance d’usinage en fonction de différents seuils τ comme décrit dans l’équation
3.1 (définie section 3.1), est donc reprise pour cette étude. Des valeurs élevées de τ révèlent
des événements courts et violents, alors que des valeurs faibles mettent en évidence des
événements longs et d’intensité modérée.

Chaque critère brut est agrégé pour 10 valeurs différentes de seuil τ , résultant chacun
en 10 critères avancés : τArms = τNh

= {20, 40, 60, ..., 180, 200} en m.s−2 et τVrms = τUb
=

{2, 4, 6, ..., 18, 20} en mm.s−1 pour Vrms et m.s−2 pour Ub. Une analyse de Godreau et al
[41] par algorithme génétique a donné les critères optimaux A120

rms, V 4
rms, N100

h et U10
b avec

les seuils optimaux τArms = 120, τVrms = 4, τNh
= 100 et τUb

= 10.

5.2.3 Vérité

La vérité pour ce jeu de données est issue d’une analyse de données réalisée par Go-
dreau et al [41]. C’est un vecteur binaire y qui indique s’il y a eu une dégradation (y = 1)
ou si tout s’est déroulé sans accroche (y = 0) un jour donné. A partir des ensembles
de données respectivement de surveillance du procédé et de surveillance de l’état de la
broche, seuls 6 (1,6 %) et 4 (1,1 %) événements ont été identifiés dans cette étude comme
des événements qui auraient pu sérieusement endommager l’une des trois broches suivies.

Des experts en UGV ont par la suite confirmé les dégradations trouvées. Cependant,
peu de journées annotées comme sans événements majeurs ont été vérifiées. D’autres
évènements ont pu survenir et être restés non détectés à ce stade.

5.3 Stratégie d’apprentissage

Pour le diagnostic de l’électrobroche, les modèles utilisés sont présentés dans la sous-
section 5.3.1. La stratégie d’apprentissage des paramètres est présentée dans la sous-
section 5.3.2.
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Figure 5.3 – Architecture du modèle de la surveillance du procédé d’usinage.

5.3.1 Modèle proposé

Les entrées du modèle sont les critères de surveillance avancés détaillés dans la section
5.2. Lorsque plusieurs seuils τ sont utilisés pour chaque critère de surveillance, la structure
du modèle A est celle qui se situe dans la figure 5.3. Il s’agit d’une application de la struc-
ture générique présentée dans le chapitre 3 (figure 3.3). Si seul le seuil considéré comme
optimal est utilisé en entrée du modèle, alors l’agrégation locale n’est pas pertinente et la
structure se simplifie telle que sur la figure 5.4.

Le modèle B a pour variables d’entrée ∆(BPFO), ∆(BPFI), ∆(FTF ) et ∆(1X),
sans problématique de seuil. Le fait d’utiliser comme entrée ∆(Xi) pour chaque critère
Xi, c’est-à-dire la valeur d’un jour donné à laquelle la valeur de la veille est soustraite,
permet de détecter des évolutions soudaines de l’état de la broche. C’est également une
version simplifiée de la structure du chapitre 3 (figure 3.3) qui est utilisée pour ce modèle.
Elle est représentée figure 5.5.
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Figure 5.4 – Architecture simplifiée du modèle de surveillance du procédé d’usinage lors
de l’utilisation des seuils optimaux.
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Figure 5.5 – Architecture du modèle de signature vibratoire de la broche.
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Figure 5.6 – Distribution des valeurs de ∆(BPFO) et ∆(BPFI) (données B de signa-
ture vibratoire de la broche). Échelle logarithmique sur l’axe des ordonnées.

5.3.2 Apprentissage des paramètres

Une approche classique de cette problématique de maintenance conditionnelle serait
d’apprendre le modèle d’état de la broche de manière supervisée, avec la vérité du terrain
de la dégradation quotidienne de la machine étudiée. Cependant, dans le cadre d’une
application industrielle sans données annotées, il est impossible d’apprendre le modèle de
manière supervisée. Ici, le jeu de données est naturellement divisé en deux parties qui
donnent toutes les deux des informations différentes sur l’état de la broche à un instant
donné. C’est un contexte très favorable au co-training.

Par conséquent, pour les expériences à suivre, les deux réseaux bayésiens construits à
partir du modèle présenté dans le chapitre 3 pour modéliser respectivement la surveillance
de procédé (modèle A) et la surveillance de l’état de la broche (modèle B) sont appris à
l’aide des stratégies de co-training non-supervisé présentées dans le chapitre 4.

Toutes les variables des modèles A et B sont discrétisées à l’aide de trois intervalles
qui correspondent à des niveaux de gravité {OK, dégradé, KO}. Ce choix a été fait à
partir de l’observation de la répartition des données, confirmé par un avis expert et par
une étude détaillée sur le sujet [58]. La distribution des données A (seuils optimaux) et
B est visible sur les histogrammes des figures 5.6, 5.7, 5.8 et 5.9.
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Figure 5.7 – Distribution des valeurs de ∆(FTF ) et ∆(1X) (données B de signature
vibratoire de la broche). Échelle logarithmique sur l’axe des ordonnées.

Figure 5.8 – Distribution des valeurs de A120
rms et V 4

rms pour les seuils critiques respecti-
vement τArms = 120 et τVrms = 4. Échelle logarithmique sur l’axe des ordonnées.

5.4 Expériences sur données UGV

Les objectifs des expériences suivantes sont multiples : tout d’abord, évaluer les perfor-
mances en prédiction des stratégies de co-training appliquées sur la structure présentée.
Ensuite, analyser les contributions des différents seuils pour les comparer aux conclusions
tirées sur les seuils optimaux par Godreau et al [41], et montrer l’intérêt de l’approche de
co-training proposée en l’appliquant à des données réelles de fabrication. Dans ce but, un
large ensemble d’expériences a été mené sur le jeu de données d’usinage présenté section
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Figure 5.9 – Distribution des valeurs de N100
h et U10

b pour les seuils critiques respecti-
vement τNh

= 100 et τUb
= 10. Échelle logarithmique sur l’axe des ordonnées.

5.2, à l’aide de la stratégie d’apprentissage présentée section 5.3. La section 5.4.1 développe
le protocole expérimental, en détaillant l’implémentation et les méthodes d’évaluation, et
la section 5.4.2 présente les résultats expérimentaux obtenus.

5.4.1 Protocole expérimental

L’implémentation des modèles et stratégies a été réalisée avec la bibliothèque dévelop-
pée dans l’équipe DUKe, dédiée aux modèles graphiques probabilistes PILGRIM basée
sur la bibliothèque ProBT 1. Les paramètres utilisés pendant l’apprentissage sont un cri-
tère d’arrêt égal avec le seuil de variation de la vraisemblance 10−4 pour l’algorithme EM,
nstep = 15 pour la stratégie recursive et µ = 0.01 pour la stratégie progressive.

Les critères de suffisance δ1 et d’indépendance δ2 ont été estimés en appliquant les algo-
rithmes de sur-échantillonnage du paquetage imbalanced-learn [78] suivants : ADASYN,
BorderlineSMOTE, KMeansSMOTE, RandomOverSampler, SMOTE et SVMSMOTE.
Les intervalles de résultats obtenus sont respectivement [0, 02; 0, 12] pour δ1 et [0, 34; 0, 58]
pour δ2. Ces valeurs se situent dans la plage de valeurs où le co-training s’est avéré efficace
dans notre étude précédente sur les jeux de données UCI. Cependant, les méthodes de sur-
échantillonage ne sont pas utilisées pour la suite des expériences car elles ne permettent
pas d’améliorer les résultats, selon une étude préliminaire.

Chaque expérience est réalisée cinq fois et applique la validation croisée à 2 échantillons

1. https ://www.probayes.com/
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(5x2-fold cross-validation), et l’évaluation des stratégies d’apprentissage est faite par deux
matrices de confusion comparant les prédictions faites par les ModelA et ModelB à la
même vérité terrain. Les indicateurs utilisés pour évaluer les performances sont la précision
équilibrée, qui est fréquemment utilisée dans des cas de jeux de données déséquilibrés, et
la sensibilité. Dans notre application, la sensibilité est un indicateur très important car
elle mesure à quel point le modèle a réussi à retrouver les KO, et l’impact peut être
important si l’un des rares évènements très néfastes n’est pas détecté, alors qu’il provoque
des dégâts importants.

Enfin, l’analyse des résultats de l’algorithme de sélection de variables utilise le package
python Kneed 2, qui implémente l’algorithme Kneedle décrit dans la section 1.4.2 pour
détecter le coude dans l’évolution de l’information mutuelle, et en déduire le sous-ensemble
de variables à conserver.

5.4.2 Résultats

Pour l’apprentissage du modèle, quatre combinaisons d’agrégations locales et globales
sont imaginables : l’agrégation local max et l’agrégation globale max (désignée comme
max/max), max/max bruité, max bruité/max ou encore max bruité/max bruité. La pre-
mière combinaison n’a pas d’intérêt car aucun apprentissage n’aurait lieu si toutes les
prédictions sont faites de manière déterministe. La dernière est irréalisable avec l’im-
plémentation utilisée du point de vue de la complexité. Les deux combinaisons max/max
bruité, max bruité/max sont donc apprises avec les stratégies et la configuration max/max
est conservée à titre comparatif.

La première section comporte une étude préliminaire visant à déterminer les a priori de
Dirichlet adéquats. Après la détermination des meilleurs a priori, l’étude des performances
en utilisant les seuils considérés comme optimaux permet de sélectionner la meilleure
stratégie pour ce cas de figure. Enfin, l’algorithme de sélection de variables présenté dans
la section 3.3.3 est appliquée sur les différents seuils disponibles, et les performances des
seuils sélectionnés sont comparées avec celles des seuils optimaux.

Détermination des a priori de Dirichlet

Comme précisé dans la section 3.3.1, la méthode EAP est utilisée car elle permet
d’obtenir de meilleurs résultats pour les jeux de données déséquilibrés. Il est pour cela

2. https ://github.com/arvkevi/kneed
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Précision équilibrée Sensibilité
u 1 ;10 1 ;20 5 ;10 5 ;20 u 1 ;10 1 ;20 5 ;10 5 ;20

u u
1 ;10 1 ;10
1 ;20 1 ;20
5 ;10 5 ;10
5 ;20 5 ;20

Table 5.1 – Significativité des comparaisons entre les différentes paires de valeurs de
α2 pour dégradé et KO, obtenu avec un test de Student à un risque de 1%. La lettre u
désigne les résultats pour les entraînements avec un a priori uniforme de 1 pour tous les
α, c’est-à-dire αdeg = {1, 1, 1} et αKO = {1, 1, 1}. Les autres lignes correspondent à des
pairs de valeurs (αdeg

2 ; αKO
2 ). La forme complète des a priori est alors αdeg = {1, 5, αdeg

2 }
et αKO = {1, 1, αKO

2 }. La table de gauche indique les différences significatives pour la
précision équilibrée, et la table de gauche pour la sensibilité. Vert et rouge signifient
respectivement que la valeur en colonne est significativement meilleure ou pire que la
valeur en ligne. Les cases grises sont les cases dont les valeurs sont non significatives.

nécessaire de déterminer les a priori de Dirichlet pour les distributions P (HX
τj,i

id
|Xτj,i

id
=

dégradé ou KO) dans le cas de l’agrégation locale en max bruité et P (HXid
|Xid

= dégradé
ou KO) dans le cas de l’agrégation globale en max bruité. Les mêmes valeurs que dans le
chapitre 3 sont envisagées.

La table 5.1 permet de savoir lesquelles de ces valeurs sont significativement meilleures
que les autres en précision équilibrée et sensibilité, à l’aide d’un test de Student.

Les résultats apparaissent comme étant très différents de ceux observés dans la section
3.4.3. Il apparaît que les pairs (αdeg

2 , αKO
2 ) = (1; 20) et (5; 20) sont toutes deux significati-

vement meilleures que les autres et pas meilleures l’une que l’autre en précision équilibrée.
Cependant, en considérant également la sensibilité, (5; 20) est significativement meilleure
que toutes les autres pairs. C’est donc αdeg

2 = 5 et αKO
2 = 20 qui sont utilisés pour le reste

des expériences. En pratique, cela consiste à ajouter 5 instances artificielles où HX
τj,i

id
=

KO alors que X
τj,i

id
= dégradé, et 20 instances artificielles où HX

τj,i

id
= KO lorsque X

τj,i

id

= KO au moment de l’estimation des paramètres (deuxième étape de l’algorithme EM ).

Il est possible que cette différence de résultats marquée par rapport aux jeux de données
artificiels soit due à la méthode de génération des données, qui ne représente pas fidèlement
la réalité au niveau de la limite floue entre les données étiquetées dégradé ou KO.
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Apprentissage commençant par la vue A (usinage)
vue A (usinage) vue B (signature broche)

Agr. glob. Stratégie u s r pm pc s r pm pc

préc. éq. 95 77.7max sens. 100 83.3
préc. éq. 94.6 94.6 93.6 93.6 93.8 79 79.1 79.1 79.1max

bruité sens. 100 100 100 100 100 83.3 83.3 83.3 83.3
Apprentissage commençant par la vue B (signature de broche)

vue A (usinage) vue B (signature broche)
Agr. glob. Stratégie s r pm pc u s r pm pc

préc. éq. 95.2 77.7max sens. 100 83.3
préc. éq. 93.2 93.5 94.1 94.1 77.7 77.7 79 79 79.2max

bruité sens. 100 100 100 100 83.3 83.3 83.3 83.3 83.3

Table 5.2 – Performances obtenues avec les différentes stratégies, pour chaque modèle
(avec une unique agrégation globale), en commençant l’apprentissage par le modèle A
(table du haut) et B (table du bas). Les entrées sont les critères avec les seuils optimaux,
soit A120

rms, V 4
rms, N100

h et U10
b . Les a priori utilisés pour l’apprentissage sont αdeg

2 = 5 et
αKO

2 = 20. Les cases vertes font ressortir la meilleure performance pour chaque ligne.
préc. éq. signifie précision équilibrée, agr. glob. agrégation globale, u fait référence à un
apprentissage non-supervisé, s à la stratégie split, r à la stratégie recursive, et pm et pc à
la stratégie progressive avec les critères d’arrêts max et coude.

Performances avec les seuils optimaux

Les expériences d’apprentissage qui ne prennent en entrée que les seuils optimaux,
utilisent un max ou max bruité comme agrégation globale et il n’y a aucune variable à
agréger localement (voir figure 5.4).

La table 5.2 regroupe les résultats des stratégies lorsque l’apprentissage commence
respectivement par le modèle A et le modèle B, avec en entrée les seuils considérés comme
optimaux. Les cases vertes font ressortir la meilleure performance par ligne. Pour le modèle
A, les résultats sont favorables à l’agrégation max, l’utilisation du max bruité diminue les
performances. En revanche, pour le modèle B, les meilleures performances sont obtenues
par la stratégie progressive, avec le critère d’arrêt pc. Les résultats en sensibilité sont
toujours les mêmes quelle que soit la stratégie ou l’agrégation.

Ces résultats sont encourageants et montrent que la structure proposée permet de
retrouver efficacement les incidents, malgré le taux de déséquilibre très important.
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Nouvelle identification des seuils critiques

Une première sélection de variables est lancée avec la stratégie progressive (critère
d’arrêt maximum), une agrégation locale en max bruité et une agrégation globale en max,
le coût de calcul ne permettant pas d’utiliser un max bruité pour les deux agrégations.
Cette première série d’expériences avec 7 seuils pour chaque critère permet de déterminer
l’itération de progressive qui subit le coude sur l’évolution de la confiance moyenne dans
ce contexte expérimental. La figure 5.10 montre l’évolution de la confiance moyenne en
les étiquettes ajoutées à chaque itération et le point rouge a pour abscisse l’itération 86,
à laquelle se produit la plus grande chute de confiance. L’apprentissage est par la suite
relancé avec la stratégie progressive pour 86 itérations.

L’importance des seuils est déterminée à l’aide de l’algorithme de sélection de variables
par élimination de la section 3.3.3. La figure 5.11 montrent les diagrammes en violon de
la distribution du rang de suppression des variables pendant l’algorithme de sélection
de variables par élimination pour chaque critère avancé. Les variables sont classées dans
l’ordre décroissant du rang moyen de suppression, par conséquent, les variables de gauche
correspondent aux variables supprimées en moyenne en dernières, et celles de droite en
premières. L’ordre de suppression des variables donne une indication sur l’importance
de la variable dans le diagnostic : plus une variable est supprimée tardivement (rang
élevé), plus son importance est grande. Ces résultats montrent que les critères Arms et
Vrms sont majoritairement considérées comme plus utiles à la prédiction que Nh et Ub, à

Figure 5.10 – A gauche, la sortie de la fonction plot_knee_normalized() pour la détec-
tion du coude sur l’évolution de la confiance moyenne pendant la sélection de variables.
A droite, la courbe d’évolution de la confiance moyenne à chaque itération pendant la
sélection de variables. Le point rouge correspond à l’itération de détection du coude.
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Figure 5.11 – Diagrammes en violon représentant la distribution du rang de suppression
des variables pendant l’algorithme de sélection de variables par élimination pour chaque
critère avancé. La sélection est faite avec la stratégie progressive et le critère d’arrêt max
(graphe du haut) et coude (graphe du bas), et les diagrammes sont classés dans l’ordre
décroissant du rang moyen de suppression de la variable lors de la procédure de sélection
de variables.
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Figure 5.12 – Sortie de la fonction plot_knee_normalized() du package kneed pour les
deux détections de coude par l’algorithme Kneedle, pour les sélections de variables avec
pm et pc.

Figure 5.13 – Diagrammes en violon (en jaune) représentant la distribution de l’infor-
mation mutuelle à chaque itération de l’algorithme de sélection de variables. La sélection
est faite avec la stratégie progressive et les critères d’arrêts max et coude (diagrammes de
gauche et droite respectivement). Le point rouge désigne le coude détecté par l’algorithme
Kneedle

l’exception de N40
h et U4

b , qui sont tous les deux dans les variables considérées comme les
plus importantes quel que soit le critère d’arrêt (pm ou pc).

La figure 5.12 montre la courbe normalisée générée par l’algorithme kneedle, et la
courbe déduite de la différence entre la vraie courbe et la ligne tracée entre les points
extrêmes, tel que dans la figure 1.11. Le coude détecté pour chaque stratégie pm et pc

est ensuite rapporté sur les courbes de la figure 5.13 (points rouges). Le point détecté est
celui d’abscisse 17 pour chacune des sélections de variables, c’est-à-dire que la suppression
de variables doit s’arrêter à l’itération 17. Par conséquent, le sous-ensemble de variables
déterminé comme étant celui à conserver pour pm est le suivant (par ordre d’importance) :
A40

rms, V 18
rms, U4

b , A80
rms, N40

h , V 10
rms, V 4

rms, V 12
rms, A100

rms, V 8
rms, et pour pc : N40

h , V 18
rms,A40

rms, U4
b ,

105



Partie II, Chapitre 5 – Co-training de Réseaux bayésiens pour le diagnostic en usinage

pm pc

A120
rms 11 10

V 4
rms 7 9

N100
h 21 20

U10
b 18 25

Table 5.3 – Rang d’importance (inverse du rang de suppression des figures 5.11) des
critères déterminés comme optimaux par Godreau et al [41]. Résultats issus de la sélection
de variables faite avec la stratégie progressive et les critères d’arrêts max et coude : pm et
pc respectivement.

A80
rms, A100

rms, V 12
rms, A140

rms, V 4
rms et A120

rms.
Les critères trouvés par Godreau et al [41], considérés précédemment comme étant

optimaux sont A120
rms, V 4

rms, N100
h et U10

b , l’optimisation utilisée n’autorisant le choix que
d’un seul seuil par critère. Le rang d’importance, déterminé par le rang dans le classement
inverse de l’ordre moyen de suppression des variables est donné par la table 5.3 pour les
critères considérés précédemment comme optimaux. Le critère V 4

rms est considéré comme
important par les deux exécutions de la sélection de variables par suppression, et c’est
le seul qui soit inclus dans le sous-ensemble de variables sélectionné, avec A120

rms pour la
sélection avec pc. A120

rms fournit une information assez proche de A80
rms, A100

rms et A140
rms, le fait

que ces variables soient assez élevées dans le classement de pc et pm indique une cohérence
avec la sélection de Godreau et al [41]. En revanche, N100

h et U10
b sont considérés comme

étant les moins importants par l’algorithme de sélection de variables par suppression.
La consultation d’un avis d’expertise sur le sous-ensemble de seuils sélectionnés révèle

que celui-ci est cohérent mais qu’il présente cependant des redondances en terme d’infor-
mation, notamment entre A80

rms, A100
rms et A120

rms, et entre V 12
rms et V 18

rms. Il est possible que ces
variables avec des informations similaires ne soient pas sélectionnés simultanément si la
procédure de sélection de variables prenait en compte l’information mutuelle entre les en-
trées, en plus de l’information mutuelle de chaque entrée et de la sortie. Cela permettrait
de sélectionner un sous-ensemble de variables plus restreint et avec moins de redondances.

Performances avec les nouveaux seuils critiques

Les résultats obtenus à partir des nouveaux seuils critiques sélectionnés sont comparés
dans cette section aux résultats des seuils optimaux précédents. La table 5.4 regroupe les
résultats des stratégies lorsque l’apprentissage commence respectivement par le modèle A
et le modèle B, avec en entrée les seuils sélectionnés (voir figure 5.14). Les cases vertes
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Y

A40
rms

A80
rms

A100
rms

A120
rms

A140
rms

V 4
rms

V 12
rms

V 18
rms

N40
h

U4
b

A40
rmsd

A80
rmsd

A100
rmsd

A120
rmsd

A140
rmsd

V 4
rmsd

V 12
rmsd

V 18
rmsd

N40
hd

U4
bd

Armsd

Vrmsd

Nhd

Ubd

max ou
max bruité

max ou
max bruité

pas
d’agrégation

pas
d’agrégation

max ou
max bruité

Figure 5.14 – Architecture du modèle de la surveillance du procédé d’usinage après la
sélection des seuils avec pc.
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Début vue A
vue A vue B

Agr. loc/glob Stratégie u s r pm pc s r pm pc

préc. éq. 81.9 77.6max/max sens. 100 83.3
préc. éq. 81.9 81.9 71.4 71.9 72.2 76.9 76.5 76.5 76.5max br./max sens. 100 100 100 100 100 83.3 91.7 91.7 91.7
préc. éq. 81.9 81.9 63.4 58.1 57.1 79.8 66 60.6 60.3max/max br. sens. 100 100 100 100 100 66.7 94.2 100 100

Début vue B
Vue A B

Agr. loc/glob Stratégie s r pm pc u s r pm pc

préc. éq. 81.9 77.6max/max sens. 100 83.3
préc. éq. 72.6 71.5 71.7 72.6 77.6 77.6 76.5 78.1 77.1max br./max sens. 100 100 100 100 83.3 83.3 91.7 95.8 86.1
préc. éq. 82.7 82.7 57.9 58.7 77.6 77.6 77.6 59.7 60.2max/max br. sens. 100 100 100 100 83.3 83.3 83.3 100 100

Table 5.4 – Performances obtenues avec les critères des seuils sélectionnés en commen-
çant l’apprentissage par le modèle A (table du haut) et B (table du bas), effectué avec
deux agrégations, une locale et une globale, (Agr. loc/glob) et les a priori αdeg

2 = 5 et
αKO

2 = 20. Les cases vertes font ressortir la meilleure performance pour chaque ligne.

font ressortir la meilleure performance par ligne.
Les performances atteintes en agrégation max bruité/max de la stratégie simple non-

supervisée sont généralement les mêmes que celles de l’agrégation max/max (qui est tota-
lement déterministe et n’est pas impactée par les stratégies de co-training). Celles-ci sont
les meilleures performances atteintes pour le modèle A, et pour l’optimisation de la préci-
sion équilibrée du modèle B, mais les meilleures performances en sensibilité pour le modèle
B sont obtenues par pm. Par conséquent, en agrégation max bruité/max, les stratégies
de co-training dégradent les performances par rapport à un apprentissage non-supervisé
simple, sauf pour la sensibilité du modèle B.

En agrégation max/max bruité, la précision équilibrée n’est pas non plus améliorée
par l’utilisation du co-training. En revanche, la stratégie progressive permet d’atteindre
une sensibilité de 100% en moyenne, ce qui signifie que tous les incidents sont toujours
retrouvés. Cette observation est concordante avec les conclusions du chapitre 4 : progres-
sive permet généralement d’améliorer la sensibilité par rapport aux autres stratégies. La
comparaison entre la table 5.2 et la table 5.4 permet de conclure que sur ce jeu de données,
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la sélection des seuils a permis également un gain important dans les différents indicateurs
de performances, et notamment la sensibilité, qui atteint en moyenne les 100% pour le
modèle B.

Il est important de rappeler que les stratégies sont évaluées avec une vérité dont les
KO identifiés ont été détectés à partir des valeurs des critères considérés comme opti-
maux : A120

rms, V 4
rms, N100

h et U10
b . Comme mentionné précédemment, il est donc possible

que certains défauts n’aient pas encore été identifiés, et en particulier, il est possible que
ceux-ci soient identifiables uniquement avec les nouveaux seuils sélectionnés. Il est donc
envisageable que la baisse de précision équilibrée constatée précédemment soit liée à une
détection de nouveaux défauts par le modèle, qui seraient évalués ici comme une erreur.
La suite de l’étude propose de rechercher ces éventuels endommagements non identifiés,
en utilisant les nouvelles variables sélectionnées.

5.5 Nouveaux endommagements

Dans cette partie, la stratégie progressive est utilisée, avec le critère d’arrêt pc, l’agré-
gation locale max bruité et l’agrégation globale max. Les résultats des nouveaux modèles
et l’étude des endommagements prédits par ceux-ci à partir des seuils sélectionnés ont per-
mis d’identifier trois nouveaux endommagements non détectés précédemment, aux jours
47, 114 et 151, qui ont tous été vérifiés par expertise. Comme mentionné précédemment,
certains des critères sélectionnés présentent de grandes similarités les uns avec les autres,
et ils permettent de trouver les mêmes défauts. Dans les figures suivantes, V 12

rms, A80
rms,

A120
rms, A140

rms ne sont pas affichées car elles n’apportent pas d’informations supplémentaires
par rapport aux autres variables, pour les défauts présentés. Les figures 5.15 montre les
données collectées pendant les vies des broches 1 et 2 pour les vues A et B. Les traits
verticaux bleus sont indiqués sur les jours détectés comme KO par le modèle et étant
des endommagements déjà connus (trouvés par Godreau et al [41]). Les croix bleues et
les triangles bleus représentent respectivement les KO et les dégradé détectés par chaque
critère pour ces jours donnés. Les traits verticaux verts sont indiqués sur les jours détectés
comme KO par le modèle et étant des endommagements nouvellement détectés. Les croix
rouges et les triangles oranges représentent respectivement les KO et les dégradé détectés
par chaque critère pour ces jours donnés.

Deux des nouveaux endommagements identifiés se sont produits pendant la vie de la
broche 1 ; le jour 47, que de nombreux critères ont indiqué comme KO. Les valeurs élevées
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Broches 1 et 2 (vue A : surveillance de l’usinage)

Broches 1 et 2 (vue B : signature vibratoire de broche)

Figure 5.15 – Données récoltées pendant la vie de la première et de la deuxième broche.
En haut : pendant le procédé d’usinage, vue A (seuils sélectionnés), en bas : pendant la
signature vibratoire de la broche.
Les traits verticaux bleus sont indiqués sur les jours détectés comme KO par le modèle
et étant des endommagements déjà connus (trouvés par Godreau et al [41]). Les croix
bleues et les triangles bleus représentent respectivement les KO et les dégradé détectés
par chaque critère pour ces jours donnés.
Les traits verticaux verts sont indiqués sur les jours détectés comme KO par le modèle
et étant de nouveaux endommagements détectés. Les croix rouges et les triangles oranges
représentent respectivement les KO et les dégradé détectés par chaque critère pour ces
jours donnés.
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Broche 3 (vue A : surveillance de l’usinage)

Broche 3 (vue B : signature vibratoire de broche)

Figure 5.16 – Données récoltées pendant la vie de la troisième broche. En haut : pendant
le procédé d’usinage, vue A (seuils sélectionnés), en bas : pendant la signature vibratoire
de la broche.
Les traits verticaux bleus sont indiqués sur les jours détectés comme KO par le modèle
et étant des endommagements déjà connus (trouvés par Godreau et al [41]). Les croix
bleues et les triangles bleus représentent respectivement les KO et les dégradé détectés
par chaque critère pour ces jours donnés.
Sur la vue B, le trait vertical rouge correspond au jour 410, pendant lequel un énorme
bris s’est produit, mais aucun endommagement de la broche n’est détecté sur ces données
car celle-ci avait déjà été abîmée auparavant. Les traits gris sont des KO détectés par le
modèle B aux jours 278 et 428 mais non validés par le modèle A.
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de A40
rms et A100

rms permettent de confirmer l’occurrence d’un événement anormal pouvant
avoir endommagé la broche. Cette observation est confirmée par une valeur très élevée
de ∆(BPFI), ce qui révèlent un endommagement des roulements intérieurs. Le jour 114
a été étiqueté comme KO par plusieurs variables et notamment V 18

rms. La détection d’un
pic par cette variable indique un niveau vibratoire trop élevé, et un endommagement est
révélé sur les roulements extérieurs grâce à ∆(BPFO).

Enfin, un dernier endommagement est confirmé pendant la vie de la broche 2, au jour
151, avec une vibration extrêmement violente détectée par V 18

rms, et un pic modéré pour
∆(BPFI) et ∆(FTF ). Tous les défauts précédemment annotés par Godreau et al [41]
pendant les vies des broches 1 et 2 sont retrouvés : au jour 101 grâce à A40

rms, V 4
rms et U18

b

du modèle A, et ∆(BPFO) du modèle B, et le jour 220 grâce à A40
rms et A100

rms, et N40
h du

modèle A, et 1X du modèle B.
Les données récoltées pendant la vie de la troisième broche sont représentées sur la

figure 5.16. Aucun nouveau défaut n’a été détecté pendant celle-ci, cependant il est indiqué
que U4

b détecte efficacement les trois bris précédemment étiquetés par Godreau et al [41]
aux jours 309, 394 et 410. Le jour 410 n’est pas détecté par le modèle B, ce qui est cohérent
car le bris de ce jour n’a pas endommagé la broche, qui était déjà très endommagée par
les événements des jours 309 et 394.

Enfin, les traits gris de la figure 5.16 sont des KO détectés par le modèle B aux jours
278 et 428 mais non détectés par le modèle A. Ces endommagements ne sont pas validés
par expertise pour cette raison. Cependant, il serait intéressant de les explorer en détails
car ils seraient peut-être détectables par un autre critère de la vue A, qui n’est pas inclus
dans les critères sélectionnés, ou bien même directement dans les données brutes dans le
cas où l’événement est si court qu’il n’est pas visible avec les critères avancés.

5.6 Conclusion

Ce chapitre rassemble les contributions des deux chapitres précédents : le modèle dédié
au diagnostic présenté dans le chapitre 3, et les stratégies de co-training non-supervisé
décrites dans le chapitre 4. L’ensemble permet de valider leur fonctionnement sur une
application réelle du domaine industriel, avec le diagnostic de l’électrobroche en usinage
à grande vitesse.

L’étude repose sur un ensemble de données récolté en conditions réelles de production,
qui reprend l’ensemble des éléments décrits dans la partie 5.1, avec au total trois durées de
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vies de broches. Les expériences ont permis de valider l’utilité des stratégies de co-training
sur des données réelles dans certains cas. L’apprentissage avec la stratégie progressive
permet l’amélioration de la sensibilité du modèle B, qui est l’indicateur le plus important
dans ce cas d’étude.

La sélection de variables a permis de déterminer, parmi vingt-huit critères avancés,
dix critères parmi les plus utiles à la prédiction. Les performances obtenues à la suite de
cette sélection sont meilleures, en comparaison, que celles obtenues avec le même modèle
et les mêmes stratégies mais des seuils sélectionnés précédemment par une autre méthode.
L’intérêt de l’architecture proposée est donc de se passer de toute connaissance préalable.

Enfin, l’application des modèles de diagnostic et des stratégies de co-training avec les
nouveaux seuils sélectionnés a permis de retrouver l’ensemble des événements et dégrada-
tions annotées par Godreau et al [41], ainsi que d’en identifier trois nouvelles.

Le travail présenté dans ce chapitre peut être amélioré de plusieurs façons. L’analyse
par expertise de la sélection des seuils indique que les seuils sélectionnés sont pertinents,
et cette conclusion est confirmée par le fait que de nouveaux défauts sont détectés grâce
aux nouveaux seuils sélectionnés. Cependant, il ressort qu’une sélection de 10 critères
est excessive car certains d’entre eux sont très semblables et permettent de détecter les
mêmes endommagements de l’électrobroche. Ce défaut peut être corrigé en ajoutant à
l’algorithme de sélection de variables une prise en compte de l’information mutuelle entre
les différentes variables d’entrées, en plus de l’information mutuelle entre chaque entrée
et la sortie.

De plus, une partie des données disponibles n’est pas exploitée pour le modèle B ;
les signatures vibratoires de broche issues des différentes vitesses de rotation de l’électro-
broche. Ces données pourraient poursuivre l’étude débutée dans ce chapitre, en effectuant
une série d’expériences avec les différentes agrégations locales et globales, en prenant en
entrée plusieurs vitesses de rotation plutôt que seulement celle à la vitesse de 17 500 tours
par minute. L’utilisation de l’algorithme proposé de sélection de variables sur ces données
pourrait faire ressortir de nouvelles vitesses de broches complémentaires à inclure dans le
modèle pour la prédiction de l’état de la broche.

Enfin, les KO détectés par le modèle B aux jours 278 et 428 ne sont pas détectés par
le modèle A. Il serait possible que l’exploration plus approfondie des données de la vue
A dans ce sens permette leur validation comme événement ayant dégradé la broche. Ils
pourraient être détectables par un autre critère de la vue A, ou bien directement dans
les données brutes dans le cas où l’événement est si court qu’il n’est pas visible avec les
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critères avancés.

✓ L’algorithme de sélection automatique des variables per-
met la détection de sous-ensemble qui permet la détection
d’autres endommagements et de se passer d’une pré-sélection
des seuils à l’aide d’une autre méthode ;

✓ Le co-training non-supervisé permet une amélioration de
la performance en sensibilité pour le modèle B sur le jeu
de données d’UGV en comparaison avec un apprentissage
simple non-supervisé ;

✓ Le modèle présenté et les stratégies utilisées permettent une
conservation de la sensibilité ; tous les défauts précédemment
identifiés sont retrouvés ;

✓ Trois nouveaux endommagements ont été détectés par les
deux modèles et validés par expertise.

En résumé
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Conclusion

Un ensemble de méthodes pour la détection de problèmes et le diagnostic sont propo-
sées dans cette thèse. L’apprentissage non-supervisé des paramètres de réseaux bayésiens,
le traitement des données de la sortie des capteurs jusqu’à la prédiction finale, et la sé-
lection des critères les plus importants pour celle-ci font partie des thèmes étudiés dans
ce manuscrit.

Le chapitre 3 propose une architecture de réseau bayésien adapté au diagnostic à partir
de capteurs ainsi qu’une méthode d’apprentissage de ce modèle, et avance également une
procédure de sélection des critères importants pour un problème de diagnostic donné.
Ce modèle est générique et utilisable dans un contexte supervisé ou non-supervisé. La
méthode de sélection de variables est généralisable à d’autres modèles et ne se limite pas
à un contexte dans lequel une valeur élevée correspond à un problème. Cet ensemble de
contributions est validé par un apprentissage supervisé dans la section expérimentale, qui
prouve la capacité de l’algorithme de sélection à identifier les variables les plus utiles
pour la prédiction, ainsi que ses performances en tant que classifieur dans un contexte
supervisé, et ce même sur des jeux de données très déséquilibrés.

Les travaux du chapitre 4 ont permis d’explorer le domaine prometteur du co-training,
et de proposer trois stratégies génériques non supervisées, ce qui est très rare dans ce
domaine. Ces stratégies sont théoriquement utilisables sur tout classifieur probabiliste,
mais n’ont été testées que sur le classifieur bayésien naïf. Des données artificielles et
des données UCI ont été utilisées pour les expérimentations. Chacune des stratégies a
ses avantages : la stratégie split est particulièrement rapide, recursive permet dans un
certain nombre de cas une grande augmentation de la précision équilibrée, progressive au

115



contraire donne plutôt une amélioration de la sensibilité. Les inconvénients des stratégies
ont également été bien identifiés, split offre des résultats peu précis et peu significativement
différents par rapport un apprentissage simple non supervisé, recursive a tendance à entrer
pour certains benchmarks dans une boucle de rétroaction négative (généralement corrigée
par progressive), et progressive connaît fréquemment une baisse de performances à la fin
de son apprentissage, qui peut être évité grace au critère d’arrêt pc. De manière générale,
il a été observé que pm donne le plus d’améliorations significatives des performances sur
les jeux de données étudiés. L’étude des hypothèses de suffisance et d’indépendance est
une part importante du co-training et de nombreuses études se proposent de trouver un
cadre de référence pour son utilisation. Ling et al [81] énonce dans ses conclusions que
le co-training fonctionne sur des jeux de données quand δ1 < 0.23 et δ2 < 0.15. Les
jeux de données utilisés pour l’étude présentée dans ce manuscrit sortent de ce cadre et
les stratégies parviennent malgré tout à tirer partie des informations pour améliorer les
prédictions.

Le chapitre 5 rassemble ces contributions : le modèle dédié au diagnostic et la sélec-
tion de variables présentés dans le chapitre 3, et les stratégies de co-training non-supervisé
décrites dans le chapitre 4. L’ensemble permet de valider leur fonctionnement sur une ap-
plication réelle du domaine industriel, avec le diagnostic de l’électrobroche en usinage à
grande vitesse. L’étude repose sur un ensemble de données récolté en conditions réelles de
production, qui reprend l’ensemble des éléments décrits dans la partie 5.1, avec au total
trois durées de vies de broches. Les stratégies de co-training ont pu améliorer les détections
de problèmes, notamment pour le modèle entraîné avec les données issues des signatures
vibratoires de broche. De plus, un sous-ensemble de variables parmi les critères avancés
a été proposé par l’algorithme de sélection de variables et validé comme étant pertinent
par une analyse d’expertise, le tout de façon non-supervisée. L’architecture proposée peut
donc se passer de toute connaissance préalable sur les meilleurs critères à utiliser. L’ap-
prentissage des modèles de diagnostic et des stratégies de co-training avec les nouveaux
seuils sélectionnés a permis de retrouver l’ensemble des événements et dégradations an-
notées par Godreau et al [41], ainsi que d’en identifier trois nouvelles.

Perspectives à court terme

La capacité à sélectionner les variables les plus pertinentes de l’architecture proposée
est validée sur des jeux de données simples. Il serait intéressant d’évaluer la capacité du
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modèle à retrouver les variables pertinentes avec des jeux de données plus complexes,
contenant plus de critères et plus de seuils. A la suite de la sélection de variables, il serait
également possible d’effectuer une deuxième série d’expériences pour évaluer la capacité du
modèle à la détection de problème avec le sous-ensemble sélectionné avec une agrégation
en max bruité, qui était impossible avec toutes les variables en raison des limites de notre
implémentation. Les expériences sur l’algorithme de sélection de variables s’étant faite
dans un contexte supervisé, valider la même série d’expériences avec un apprentissage
non-supervisé permettrait d’étendre les possibilités d’utilisation de cette architecture.

Les stratégies de co-training non-supervisé proposées sont génériques et utilisables par
tout classifieur probabiliste mais n’ont été testées que sur le classifieur bayésien naïf. Il
serait enrichissant pour la suite de reproduire les expériences avec d’autres classifieurs
reconnus tel que le TAN, le BAN ou un autre modèle cité dans la section 1.4.1, pour voir
si les mêmes conclusions ressortent.

Il est possible de compléter la série d’expérience sur les stratégies de co-training en
modifiant les critères d’arrêt des stratégies progressive ou recursive. Pour certains jeux de
données, pc améliore les résultats mais dégrade les performances pour d’autres. Il a été
identifié que ces baisses de précision et sensibilité sont potentiellement dues à un arrêt
de l’apprentissage parfois trop tardif. Il est possible qu’un critère d’arrêt autre que la
recherche d’un coude dans la confiance d’ajout en les étiquettes soit plus pertinent, par
exemple un seuil de confiance sous lequel ne pas tomber. La stratégie recursive pourrait
également bénéficier d’un autre critère d’arrêt qu’un nombre d’itérations fixé à l’avance,
par exemple surveiller la vraisemblance et arrêter les itérations lorsque celle-ci a cessé de
s’améliorer de manière significative.

Le travail sur le cas d’étude de l’UGV présenté dans le chapitre 5 peut-être enrichi en
exploitant les signatures vibratoires de broche issues des différentes vitesses de rotation
de l’électrobroche. Ces données pourraient poursuivre l’étude de ce chapitre, en effectuant
une série d’expériences avec les différentes agrégations locales et globales, en prenant en
entrée plusieurs vitesses de rotation plutôt que seulement celle à la vitesse de 17 500 tours
par minute. L’utilisation de l’algorithme proposé de sélection de variables sur ces données
pourrait faire ressortir de nouvelles vitesses de broches complémentaires à inclure dans le
modèle pour améliorer la prédiction de l’état de la broche. Enfin, les KO détectés par le
modèle B (signature vibratoire de la broche) aux jours 278 et 428 ne sont pas détectés
par le modèle A. Il est possible que l’exploration plus approfondie des autres critère de la
vue A (surveillance de l’usinage), ou bien directement dans les données brutes, permette
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leur validation comme événement ayant dégradé la broche.

Perspectives à moyen et long terme

La méthode de sélection de variables permet de retrouver les seuils utiles à la prédic-
tion, mais certaines imprécisions ont été relevées dans la section 3.4.3 où certains seuils
sont sélectionnés à la place d’autres, et la section 5.4.2 soulève le problème de redondance
d’information entre certains des critères sélectionnés. Une façon d’améliorer la méthode
de sélection de variables est de prendre en compte l’information mutuelle entre les va-
riables d’entrée, en plus de l’information mutuelle entre chaque entrée et la sortie, tel que
proposé par Battiti [8] ou Hoque et al [54]. L’architecture proposée pour le diagnostic
pourrait également être étendue à un classifieur à plusieurs classes plutôt que de binariser
la prédiction.

Certaines imprécisions des algorithmes de co-training pourraient être améliorés. La
boucle de rétroaction négative observée lors de certaines expériences est partiellement
corrigée par la stratégie progressive, mais il serait possible de raffiner plus encore le pas-
sage d’information en ne transférant pas l’étiquette de la classe la plus certaine, mais la
distribution de probabilité de l’état comme une soft evidence [91], comme proposé dans
le contexte multi-agent par Vomlel [129]. De plus, l’étude sur le respect des hypothèses
intrinsèques au co-training montre que l’hypothèse de suffisance n’est pas toujours res-
pectée dans les applications réelles, il serait possible d’étendre ce travail sur le co-training
non supervisé avec des vues insuffisantes, comme proposé par Guo et al [46], ou encore
d’améliorer la méthode de séparation des vues pour améliorer le respect des hypothèses
intrinsèques au co-training.

Enfin, des poursuites plus large de ces travaux peuvent être imaginées. La modélisation
actuelle se détache de la dimension temporelle après le seuillage des critères, au moment
de l’agrégation des critères bruts en critères avancés. En effet, cette agrégation a pour
objectif de détecter des événements à haut niveau dans le signal brut. Ces événements
sont porteurs de sens au niveau du processus, ils peuvent révéler des vibrations intenses,
un broutement, un bris d’outil. Il pourrait être intéressant de revenir aux données brutes
après avoir identifié les événements à un haut niveau avec les réseaux bayésiens, pour
ensuite étudier la dynamique temporelle de ces événements et comprendre comment l’ap-
parition d’un événement favorise le déclenchement d’un autre. Cela pourrait être réalisé
par exemple avec des modèles graphiques d’événements (GEM, graphical event models)
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[45, 86], qui peuvent être appris avec des fichiers de journaux d’événements, et détecter
des enchaînements d’événements à plus ou moins long terme.
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ANNEXE

Simulation des données

L’objectif de la création des données est de simuler des capteurs dont les signaux sont
enregistrés en continu, et agrégés selon certains seuils de criticité tels que décrits dans
l’équation 3.1 (voir sous-section 1.4.4), ainsi que les indicateurs de suivi de l’état associés.

Cette partie concerne la création des données de la vue A, qui simulent des données de
critères calculés à partir de capteurs, et des données de la vue B, qui simulent un ensemble
d’indicateurs de l’état.

Algorithme de génération des données artificielles

L’objectif de la création des données est de simuler des capteurs dont les signaux sont
enregistrés en continu, et agrégés selon certains seuils de criticité tels que décrits dans
l’équation 3.1 (voir sous-section 1.4.4), ainsi que les indicateurs de suivi de l’état asso-
ciés. La variable correspondant au vème seuil du pème critère est désignée par XA

p,v. Les
données de chaque vue auront une taille N correspondant au nombre de jours d’enre-
gistrement et Nj est le nombre de valeurs enregistrées chaque jour pour chaque capteur.
Les niveaux normaux et critiques sont rassemblés dans une matrice de référence R pour
chaque variable.

A chaque instance des données est associé un niveau ω, avec ω ∈ N qui a une probabilité
P (ω) de se produire. Si ω = 0, cela signifie une absence d’événement. Si ω > 0, alors une
variable dépasse la valeur qui lui est considérée comme normale et un événement E se
produit, P (E) = P (ω > 0). Un événement est associé à une durée T , et est considéré
comme un événement long s’il dure au moins m mesures d’affilée. La probabilité d’obtenir
un événement long est de P (T > m). Une valeur générée pendant un événement long
aura la même valeur sur toute la durée T , à σ% près, avec σ ∈ [−1, 1] tiré aléatoirement
à chaque itération. Les données A sont générées en suivant l’algorithme 9.

La création des données B se fait ensuite à partir des données A, pour simuler le fait
que les événements de A sont ce qui provoquent des dégradations de l’état. La procédure
est décrite dans l’algorithme 10. Pour cela, il faut définir l’impact qu’aura un événement
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Algorithme 9 : Génération des données A
Entrée : Matrices des valeurs de références RA, m, Nj, N , P (ω), P (T )
Sortie : X A

1 événement long = faux
2 pour chaque critère Xp faire
3 pour chaque jour k de 1 à N faire
4 xk

p,v = 0
5 pour chaque tirage j de 1 à Nj faire
6 si événement long alors
7 T = T − 1
8 µ = aléatoire uniforme(− 1

100 , 1
100)

9 xj
p = (1 + µ)xj−1

p

10 si T = 0 alors
11 événement long = faux

12 sinon
13 ω = aléatoire pondéré par les probabilités P (ω)
14 xj

p = aléatoire uniforme(RA
p,ω,RA

p,ω+1)
15 si ω > 0 alors
16 événement long = aléatoire pondéré par les probabilités P (T )

17 pour chaque valeur de seuil τv,p faire
// formule 3.1

18 si xj
p > RA

p,v alors
19 xk

p,v = xk
p,v + xj

p

20 ajouter xk
p,v à xp,v
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observé dans les données A sur les données B. Il est donc défini pour chaque indicateur,
lesquels des critères et des seuils aura un impact plus ou moins fort sur la valeur des
indicateurs. Ces éléments sont appelés éléments impactant z, et sont exprimés sous la
forme de triplet tel que dans l’équation 5.1, avec un critère Xp, un seuil τv,p et un niveau
ω.

z = (Xp, τv,p, ω) (5.1)

La fonction γk(z) de l’équation 5.2 donne la valeur du coefficient multiplicateur pour
chaque instance k de la vue B. Le vecteur de valeurs du critère Xp,v est noté xp,v, et xk

p,v

est sa kème valeur, c’est-à-dire sa valeur au kème jour. De la même façon, le vecteur de
valeurs de la l’indicateur Xq est noté xq, et xk

q est sa kème valeur.

γk(z) =
xk

p,v

max(xp,v) (5.2)

Algorithme 10 : Génération des données B
Entrée : Matrices des valeurs de références RB, ensemble des éléments

impactant z
Sortie : X B

1 pour chaque indicateur Xq faire
2 pour chaque jour k de 1 à N faire
3 xk

q = 0
4 pour chaque élément impactant z de l’indicateur Xq faire
5 z = (cp, sv, ω)
6 calcul de γk(z) // voir équation 5.2
7 xk

q = xk
q + γk(z) × RB

q,ω

8 ajouter xk
q à xq

Enfin, le vecteur de vérité est généré à partir des données B, la valeur de vérité étant
0 quand tout se déroule normalement, et 1 lorsqu’un incident se produit, ce qui signifie
qu’un des événements a déclenché une dégradation de l’état. La procédure de génération
du vecteur de vérité se trouve dans l’algorithme 11. Il est considéré qu’une dégradation
s’est produite lorsque la valeur de l’instance dépasse la moitié de la plus forte valeur pour
une variable donnée.
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Algorithme 11 : Génération de la vérité
Entrée : X B

Sortie : y
1 pour chaque jour k de 1 à N faire
2 yk = 0 // par défaut il n’y a pas d’incident
3 pour chaque indicateur iq faire
4 si xk

q > 1
2max(xq) alors

5 yk = 1

min s1 s2 s3 max
c1 50 12500 25000 37500 50000
c2 100 25000 50000 75000 100000
c3 150 37500 75000 112500 150000
c4 20 5000 10000 15000 20000

Table 5.5 – Matrice des valeurs de référence RA de la vue X A pour chaque critère.

Mise en application

En utilisant l’algorithme présenté précédemment, quatre jeux de données ont été gé-
nérés, avec des valeurs d’impact distinctes mais avec les mêmes valeurs de référence, pour
permettre de tirer des conclusions d’une comparaison de ces valeurs d’impact.

Dans cette exécution de l’algorithme, m = 15 et ω ∈ {0, 1, 2, 3}. Les matrices des
valeurs de référence RA et RB sont détaillées respectivement dans les tables 5.5 et 5.6.
N = 300 et Nj = 500. La probabilité d’obtenir un événement long est P (T > m) = 0.4.
La distribution de probabilités pour ω est : P (ω = 0) = 0.99832, P (ω = 1) = 0.0008,
P (ω = 2) = 0.0008, P (ω = 3) = 8e−5.

Le jeu de données 1 (jdd1) a des indicateurs très influencés par les seuils 0 et 2 des
critères 1 et 3, mais également par les seuils 1 et 2 du critère 4, en moindre mesure.

Le jeu de données 2 (jdd2) fait plutôt ressortir les événements longs mais peu violents,

OK deg KO
i1 60 1800 9000
i2 70 2100 10500
i3 20 600 3000
i4 90 2700 13500

Table 5.6 – Matrice des valeurs de référence RB de la vue X B pour chaque indicateur.

144



i1 i2 i3 i4

jdd1 (c1,2,2) (c1,0,1)
(c2,0,1) (c3,2,2) (c4,1,1)

(c4,2,1)

jdd2 (c1,0,2) (c1,0,2)
(c2,0,2) (c3,0,2) (c4,2,1)

jdd3
(c1,0,2)
(c1,1,2)
(c1,2,2)

(c2,2,1) (c3,2,1) (c4,2,1)

jdd4

(c1,0,2)
(c2,0,2)
(c3,0,2)
(c4,0,2)

(c1,1,2)
(c2,1,2)
(c3,1,2)
(c4,1,2)

(c1,1,1)
(c2,1,1)
(c3,1,1)
(c4,1,1)

(c1,2,2)
(c2,2,2)
(c3,2,2)
(c4,2,2)

Table 5.7 – Matrice des valeurs de référence RB de la vue X B pour chaque jeu de
données.

surtout avec les critères 1, 2 et 3. Le critère 4 influe légèrement avec le seuil 2.
Le jeu de données 3 (jdd3), à l’inverse, est plus impacté par les événements courts et

violents, essentiellement avec le critère 1 mais aussi les 3 autres, plus faiblement.
Enfin, le jeu de données 4 (jdd4) est le seul pour lequel tous les critères contribuent

à part égales. Tous les seuils ont de l’importance, mais le seuil 1 influe légèrement plus
fortement.
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Titre : Modèles graphiques probabilistes appliqués aux procédés de fabrication

Mot clés : Apprentissage, réseaux bayésiens, co-training, diagnostic, industrie 4.0

Résumé : La fabrication intelligente est un do-
maine de recherche prometteur pour l’amé-
lioration de la productivité et de la compétiti-
vité dans l’industrie, par l’exploitation des don-
nées numériques obtenues lors de procédés
de fabrication, tel que l’usinage à grande vi-
tesse. Les réseaux bayésiens ont fait leurs
preuves en matière de classification et de
diagnostic, et ils ont notamment l’intérêt d’être
grandement interprétables. Cette thèse pré-
sente une architecture générique de réseaux
bayésiens pour le diagnostic à partir de cap-
teurs, incluant un mécanisme de sélection de
variables basé sur l’information mutuelle. Le
co-training est un champ émergent des al-
gorithmes d’apprentissage à partir de don-

nées, et l’exploration de cette famille d’algo-
rithmes est jusqu’à présent essentiellement li-
mitée à un apprentissage supervisé ou semi-
supervisé. Ce manuscrit propose plusieurs
stratégies de co-training non-supervisées uti-
lisables par tout modèle probabiliste, et dé-
taille leur utilisation sur plusieurs jeux de don-
nées. L’ensemble des contributions théoriques
est mis à profit dans un cas d’usage sur l’usi-
nage à grande vitesse, dans lequel deux ré-
seaux bayésiens avec la structure générique
proposée permettent d’exploiter les données
de capteurs d’une électrobroche en conditions
réelles d’utilisation, et dont les paramètres
sont appris grâce aux stratégies de co-training
non-supervisées.

Title: Probabilistic graphical models applied to manufacturing processes

Keywords: Learning, Bayesian networks, co-training, diagnosis, industry 4.0

Abstract: Smart manufacturing is a promis-
ing area of research for improving productiv-
ity and competitiveness in industry, by exploit-
ing digital data obtained during manufactur-
ing processes, such as high-speed machining.
Bayesian networks have proven their worth
in classification and diagnosis, and they have
the particular advantage of being highly in-
terpretable. This thesis presents a generic
Bayesian network architecture for sensor-
based diagnosis, including a variable selec-
tion mechanism based on mutual information.
Co-training is an emerging field of data-driven
learning algorithms, and the exploration of this

family of algorithms is so far mostly limited
to supervised or semi-supervised learning.
This manuscript proposes several unsuper-
vised co-training strategies that can be used
by any probabilistic model, and details their
use on several datasets. All the theoretical
contributions are put to use in a use case on
high speed machining, in which two Bayesian
networks with the proposed generic structure
are used to exploit sensor data of an electro-
spindle in real conditions of use, and whose
parameters are learned thanks to the unsu-
pervised co-training strategies.
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