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Abstract

This manuscript describes the research carried out in the scope of the CIFRE thesis
conducted in partnership between LITIS and Saagie. In the different chapters, we
focus on the task of sentiment analysis, using the current state of the art models,
Transformer models. More specifically, we focus on BERT, that inspired many of the
Transformer-based models.

We first define a list of guidelines in order to perform sentiment analysis with these
state-of-the-art models, while having access to limited resources. Indeed, Transformer
models are very greedy in terms of data resources, memory, and computing power
which are very expensive, and therefore difficult to access. Thus, we recommend the
use of a specialized model when it is available, such as BERTweet which is funded
on the BERT-base architecture. In cases where the selected model does not have a
specialized equivalent, we recommend the use of fine-tuning to adapt the generic model
to tweets. Finally, the model may be susceptible to catastrophic forgetting during its
fine-tuning. This can be avoided by using a low learning rate, as well as by freezing
part of the model layers.

In a second step, we seek to improve sentiment analysis by performing different com-
binations of the following models : BERTweet latent space fine-tuned on this task,
Emojional emoji representation, and BERT-base latent space fine-tuned on sarcasm
detection. It turns out that the emoji representation significantly improves sentiment
classification, but the addition of the sarcasm model inhibits this improvement. In our
further study, we hypothesized two reasons for this limitation : the sarcasm informa-
tion contradicts the information from the other models, or the combination method
used does not allow a proper integration of the sarcasm information. These hypotheses
will be tested outside the scope of this thesis.

Finally, we present the SAPhIRS project developed in partnership between Saagie,
LITIS and Airbus Defence and Space, in which this thesis is included. This project
aims to detect radicalization, influencers and communities on Twitter, on a dataset
created by an external company (ELDA). Each of the modules created within the scope
of this project integrates a processing chain (pipeline) that is put into production on
the Saagie platform. Moreover, while waiting for the corpus created by ELDA, we
participated in the hate detection task of the SemEval 2019 competition. Indeed, this
task remains close to our radicalization theme.
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Résumé

Ce manuscrit présente les travaux effectués dans le cadre de la thèse CIFRE réalisée
en partenariat entre le LITIS et Saagie. Au cours des différents chapitres, nous nous
intéressons à la tâche d’analyse de sentiments, en utilisant les modèles actuellement
à l’état de l’art, les modèles fondés sur le Transformer. Plus particulièrement, nous
nous concentrons sur le modèle BERT, modèle ayant inspiré bon nombre des modèles
fondés sur le Transformer.

Nous commençons tout d’abord par définir une liste de recommandations à prendre
en compte afin de faire de l’analyse de sentiments avec ces modèles à l’état de l’art,
tout en ayant accès uniquement à des ressources limitées. En effet, les modèles Trans-
former sont très gourmands en ressources données, mémoire, et puissance de calcul.
Ces ressources sont très coûteuses, et donc difficile d’accès. Ainsi, nous recommandons
l’utilisation d’un modèle spécialisé lorsque celui-ci est disponible, comme BERTweet
reprenant l’architecture de BERT-base et spécialisé dans le traitement des tweets. Dans
les cas où le modèle sélectionné ne possède pas d’équivalent spécialisé, nous recom-
mandons l’utilisation du fine-tuning afin d’adapter le modèle générique aux spécificités
de la tâche. Enfin, lors de son fine-tuning, le modèle peut être sensible à l’oubli catas-
trophique. Ceci peut être évité grâce à l’utilisation d’un taux d’apprentissage faible,
ainsi qu’en gelant une partie des couches du modèle.

Dans un second temps, nous cherchons à améliorer l’analyse de sentiments en réalisant
différentes combinaisons des modèles suivants : l’espace latent de BERTweet affiné sur
cette tâche, la représentation d’emojis Emojional, et l’espace latent de BERT-base
affiné sur la détection de sarcasme. Il s’avère que la représentation d’emojis améliore
grandement la classification de sentiments, mais que l’ajout du modèle de sarcasme
freine cette amélioration. En poussant notre étude, nous avons émis deux hypothèses
concernant ce frein : les informations de sarcasme entrent en contradiction avec les
informations des autres modèles, ou la méthode de combinaison utilisée ne permet pas
une bonne intégration de l’information de sarcasme. Ces hypothèses seront vérifiées en
dehors du cadre de cette thèse.

Enfin, nous présentons le projet SAPhIRS réalisé en partenariat entre Saagie, le LI-
TIS et Airbus Defence and Space, et dans lequel s’inscrit cette thèse. Ce projet a pour
objectif la détection de radicalisation, d’influenceurs et de communautés sur Twitter,
sur un jeu de données constitué par une société externe (ELDA). Chacun des modules
créés dans le cadre de ce projet intègre une chaîne de traitement (pipeline) mis en pro-
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duction sur la plateforme Saagie. De plus, dans l’attente du corpus collecté par ELDA,
nous avons participé à la tâche de détection de haine de la compétition SemEval 2019.
En effet, cette tâche reste proche de notre thématique de radicalisation.
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Glossaire

Apprentissage auto-supervisé Méthode d’apprentissage non supervisé, qui permet
d’apprendre un modèle sur des données non annotées. La technique générale de
l’apprentissage auto-supervisé consiste à prédire toute partie (ou propriété) non
observée ou cachée de l’entrée à partir de toute partie observée ou non cachée
de l’entrée. Plus de détails en partie 2.3.3 Meta AI.

Apprentissage non supervisé Apprentissage automatique en utilisant des données
non annotées.

Apprentissage par batch Mode de traitement des données suivant lequel les don-
nées d’apprentissage sont groupées par lots. Datafranca.

Apprentissage supervisé Apprentissage automatique en utilisant des données an-
notées.

Arabizi Alphabet de tchat arabe.
Attention multi-head Utilisation du principe de l’attention en utilisant plusieurs

têtes, ce qui permet d’exécuter le mécanisme d’attention plusieurs fois en paral-
lèle. Plus de détails en partie 2.3.3.

Auto-attention Application du mécanisme de l’attention sur une unique séquence au
lieu de deux). Ainsi, les relations entre les différents tokens d’une même séquence
seront calculées. Plus de détails en partie 2.2.1.3 et 2.3.3.

BERT Bidirectional Encoder Representations from Transformers, modèle de langage
fondé sur le Transformer, créé par Google en 2019 [33]. Plus de détails en par-
tie 2.3.3.

BERTweet Architecture de BERT-base entraîné sur des données provenant de Twit-
ter [104].

CBOW Méthode d’apprentissage d’un embedding consistant à prédire un mot étant
donné les mots de son contexte.

CNN Convolutionnal Neural Network, type de réseau de neurones artificiels à propa-
gation avant (feed-forward), dans lequel les connexions entre les neurones sont
inspirées par le cortex visuel des animaux [79]. Plus de détails en partie 2.3.2.

CRF Conditional random fields, Champs aléatoires conditionnels en français, il s’agit
d’une classe de modèles statistiques utilisés en reconnaissance des formes et plus
généralement en apprentissage statistique.
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Disparition du gradient Se produit lorsque le gradient diminue jusqu’à tendre vers
0. Les poids ne sont alors plus mis à jour, et la descente de gradient ne converge
jamais vers l’optimum.

Démojisation Conversion des emojis en leur texte (:thumbsup: au lieu de ).

Embedding Parfois traduit en français « plongement », mais le terme anglais est plus
courant, il s’agit d’un modèle résultant de l’opération mathématique qui permet
de passer d’une représentation vectorielle à une nouvelle représentation où les
objets similaires possèdent des vecteurs correspondants qui sont proches dans
l’espace vectoriel où sont définis ces vecteurs (typiquement par un algorithme qui
réduit la dimension de la représentation afin de rapprocher les objets similaires
et éloigner les objets différents). Plus de détails en partie 2.2.1.2 Datafranca.

Emoji Pictogrammes représentant un sentiment, une émotion, un objet ou même une
idée.

Emoji2vec Embedding d’emojis adapté du Word2vec, appris avec le skip-gram de
Google. Les données Twitter collecté pour l’apprentissage de cette représentation
a permis d’obtenir 6088 descriptions de 1661 emojis [35].

Emojional Embedding d’emojis fondé sur Emoji2vec, appris avec le skip-gram de
Google. Les données Twitter collecté pour l’apprentissage de cette représentation
a permis d’obtenir 10,854 descriptions, permettant de représenter 1816 emojis
[8].

Explosion du gradient Se produit lorsque le gradient augmente de façon considé-
rable au cours de la rétropropagation. Les mises à jour de poids deviennent alors
très importantes et dévient la descente du gradient.

F1-score Métrique de classification qui mesure la capacité d’un modèle à bien prédire
les individus positifs, tant en termes de precision (taux de prédictions positives
correctes) qu’en termes de recall (taux de positifs correctement prédits). Kobia.

Fine-tuning Affiner un modèle pour l’adapter à un nouveau jeu de données ou à une
nouvelle tâche, en réalisant quelques epochs d’entraînement sur cette tâche. Plus
de détails en partie 3.1.1.

Fonction de perte Fonction qui évalue l’écart entre les prédictions réalisées par le
réseau de neurones et les valeurs réelles des observations.

GloVe Global Vector, il s’agit d’un embedding de mots, publié par (Pennington et al.,
2014) entraîné sur les entrées non nulles d’une matrice de co-occurrence indiquant
la fréquence de co-occurrence des mots entre eux dans un corpus donné [115].

GRU Gated Recurrent Unit, adaptation plus simple des LSTM [22]. Plus de détails
en partie 2.3.2.

Hashtag « Mot dièse », mots précédés du symbole « # » qui correspondent à une
thématique attribuée au message.

Lemmatisation Retrait de la flexion des mots. La flexion correspond à la déclinaison
pour les noms (chat/chats), adjectifs (petit/petite), pronoms (mien/miennes) ou
à la conjugaison pour les verbes (écrire/écrivons).
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LSTM Long-Short Term Memory, réseau de neurones artificiels présentant des con-
nexions récurrentes, il s’agit d’une modification des RNN permettant de corriger
les problèmes de disparition et d’explosion du gradient [57]. Plus de détails en
partie 2.3.2.

Mention d’utilisateur Sur Twitter, il s’agit du nom d’utilisateur précédé du sym-
bole « @ ».

MLM Mask Language Modelling, tâche d’entraînement du modèle BERT, dans la-
quelle le modèle tente de prédire un token qui a été masqué [33]. Plus de détails
en partie 2.3.3.

N-gramme Séquence de n mots adjacents contenus dans un corpus, utilisé pour la
représentation du texte.

NB Classifieur probabiliste fondé sur le théorème de Bayes, permet de classifier les
textes en fonction des mots qu’ils contiennent, et de leur probabilité d’apparte-
nance à l’une des classes. Plus de détails en partie 2.3.1.

NSP Next Sentence Prediction, tâche d’entraînement du modèle BERT, le but étant
de prédire si une séquence B suit une séquence A [33]. Plus de détails en par-
tie 2.3.3.

Opinion Quintuplet (o, a, p, e, t) (objet de l’opinion, aspect de cet objet, polarité de
l’opinion, émetteur de l’opinion, moment d’émission de l’opinion) [70, 86]. Plus
de détails en partie 2.1.1.

Oubli catastrophique Tendance que peut avoir un modèle durant le fine-tuning à
oublier les connaissances qu’il a acquises lors de son pré-entraînement [97]. Plus
de détails en partie 3.1.1.

POS tag Part-of-speech tag, il s’agit d’une étiquette indiquant la nature d’un mot
d’un point de vue grammatical (nom, verbe, adjectif, etc..

Poursuite du pré-apprentissage Poursuivre le pré-apprentissage d’un modèle en
utilisant les tâche de son pré-entraînement. Plus de détails en partie 3.1.2.

Racinisation Transformation d’un mot en sa racine.
Radicalisation Processus d’adoption d’une croyance extrémiste incluant la volonté

d’utiliser, de soutenir ou de faciliter la violence comme méthode de changement
de la société hrefhttp://radicalisation.fr/radicalisation_definition.phpradicalisa-
tion.fr.

Représentation binaire d’un texte Représentation du texte à l’aide d’un vecteur
T = {t1, t2, ..., tn}, dans lequel chaque mot ti est représenté par 1 s’il est contenu
dans le document, et 0 s’il est absent.

Retweet Message ayant été reposté. Les retweets sont précédés du tag « RT ».
RNN Recurrent Neural Networks, réseau de neurones artificiels présentant des connexions

récurrentes [129]. Plus de détails en partie 2.3.2.
Rétropropagation du gradient Algorithme d’optimisation permettant d’ajuster les

paramètres d’un réseau de neurones en apprentissage. Le principe est de mettre
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à jour les poids des neurones de la dernière à la première selon les prédictions
réalisées et les valeurs réelles des observations afin de converger vers un minimum
global, qui correspond alors à une configuration optimale des poids..

Sac de mots Méthode de représentation du texte, permettant d’associer un vecteur
de réels à chaque document. Plus de détails en partie 2.2.1.1.

Sentiment Expression d’une subjectivité (ou de l’absence de subjectivité) dans un
texte, sous la forme d’une valence ou une étiquette positive. Plus de détails en
partie 2.1.1.

Skip-gram Méthode d’apprentissage d’un embedding consistant à prédire les mots du
contexte étant donné un mot en entrée.

Slanted triangular learning rate Schéma de taux d’apprentissage qui augmente
d’abord de manière linéaire le taux d’apprentissage puis le diminue également
de manière linéaire [59]. Plus de détails en partie 3.1.1.

Stop words Mots « vide de sens » très présents dans les textes (pronoms, détermi-
nants, etc.).

SVM Algorithme de classification dont l’objectif est de trouver un hyperplan per-
mettant de séparer les classes dans l’espace de projection grâce au vocabulaire
vectorisé des tweets, et ce, de la manière la plus optimale possible. Plus de détails
en partie 2.3.1.

TAL Traitement automatique du langage, il s’agit d’une discipline visant à créer des
outils de traitement de la langue de manière automatique.

Taux d’apprentissage Taux contrôlant la vitesse à laquelle les pondérations sont
ajustées. Il s’agit d’un hyper-paramètre utilisé dans beaucoup de méthode d’ap-
prentissage.

TF.IDF Term Frequency Inverse Document Frequency, représentation du texte uti-
lisant la fréquence et permettant de donner plus d’importance aux mots peu
présents dans le corpus grâce à leur pondération par l’IDF qui correspond au
score de « rareté » d’un token t (l’importance d’un mot dans un document, par
rapport au corpus complet de documents).

Token Instance d’une séquence de caractères dans un document, regroupés comme
une unité sémantique utile pour le traitement Stanford NLP Group.

Transfer learning Apprentissage par transfert en français, désigne l’ensemble des
méthodes qui permettent de transférer les connaissances acquises à partir de la
résolution de problèmes donnés pour traiter un autre problème. Plus de détails
en partie 3.1.1.

Twitter Service de microblogging créé aux États-Unis en 2006, qui permet aux utili-
sateurs d’envoyer et de recevoir des messages brefs, appelés Tweets Larousse.

URL Lien hypertexte.

VADER Valence Aware Dictionary and sEntiment Reasoner, VADER est un outil
d’analyse de sentiment fondé sur des règles et du lexique spécialisé dans les
sentiments exprimés dans les réseaux sociaux Github.
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Word2vec Embedding de mots publié par (Mikolov et al., 2013) et appris avec le
CBOW [98]. Une seconde version fut publié la même année par (Mikolov et al.,
2013) appris cette fois avec le skip-gram [99].
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Chapitre 1

Introduction

1.1 Contexte de la thèse
L’analyse de sentiments est une tâche prépondérante du Traitement Automatique du

Langage (TAL). Depuis longtemps, la littérature s’intéresse à l’extraction et à l’analyse
de la polarité des sentiments présents dans le texte. Par exemple, il est fréquent de
classifier la polarité des commentaires des produits présents sur Amazon [14, 51, 101,
122]. En effet, pour ce genre de corpus, la présence d’une note en plus du commentaire
permet d’avoir une information sur la polarité de ce dernier, ce qui en fait des données
propices à la classification de sentiments. L’analyse de revues de film est un autre
exemple de tâche courante en TAL [44, 95, 148, 166]. Encore une fois, ce type de
corpus a l’avantage de contenir des notes clarifiant la polarité des commentaires.

Afin de réaliser l’analyse de sentiments, la meilleure solution est l’utilisation des mo-
dèles Transformer, actuellement à l’état de l’art. Effectivement, depuis la publica-
tion du Transformer en 2017 dans [151], la majorité des modèles récents utilisent ce
mécanisme. Le Transformer a pour principe central l’utilisation de l’auto-attention,
c’est-à-dire la mesure des relations entre les différents tokens d’une même séquence.
Ainsi, dans le cadre du TAL, l’auto-attention permet de trouver les relations entre
les différentes parties d’une même phrase. BERT [33] et GPT [118] sont les pionniers
parmi les modèles utilisant le bloc Transformer, et ont inspiré les modèles Transformer
suivants.

Les modèles fondés sur le bloc Transformer ont l’avantage d’être très performants. Leur
apprentissage est effectué grâce au principe de l’auto-supervision. Grâce à cela, les
modèles sont pré-appris sur de très grandes quantités de données non annotées, par le
biais de différentes tâches selon le modèle et en utilisant de nombreux GPU. Ces aspects
permettent d’obtenir des modèles génériques pré-entraînés puissants, utilisables après
fine-tuning 1 [128]. Cependant, la quantité de données utilisées et surtout la puissance

1. Réglage fin ou affinage en français, consiste à adapter les poids d’un modèle pré-entraîné sur
des données sources en utilisant un jeu de données cible grâce à de l’entraînement supplémentaire,
nous conservons ici le terme anglais car plus répandu
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de calcul et la mémoire indispensables à ces modèles Transformer compliquent leur
apprentissage.

En ce qui concerne la mémoire et la puissance de calcul, ce sont des ressources par-
ticulièrement chères et difficilement accessibles dans de telles quantités. Par exemple,
l’entraînement du modèle GPT-3 [17] a nécessité l’équivalent de 355 GPU-années, soit
environ 4.6 millions de dollars. Ainsi, ce type d’apprentissage n’est réalisable que par
les grandes entreprises comme OpenAI 2 ou Google 3, et difficilement possible pour des
utilisateurs à plus petite échelle. Concernant la quantité de données nécessaires au
pré-entraînement, la plupart des modèles utilisent d’énormes corpus de données géné-
riques. Par exemple, BERT a été pré-entraîné en utilisant le Wikipédia en anglais (2
500 millions de mots) et le BooksCorpus [176] (800 millions de mots). Si cette quan-
tité de données est facilement disponible, les traiter sans la puissance de calcul ou la
mémoire adéquate est extrêmement long.

Puisqu’ils sont entraînés sur des corpus génériques, ces modèles ne sont pas adaptés
aux données spécifiques (c’est-à-dire traitant une thématique ou un média particulier,
comme Twitter) sans étape de fine-tuning. Ainsi, dans le cas de l’analyse de senti-
ments sur des tweets, il est important d’adapter le modèle au langage et aux codes
de Twitter 4. En effet, ce réseau social contient un vocabulaire spécifique, comme des
hashtags (ou « mot-dièse »), des mentions d’utilisateurs, des abréviations, des fautes
d’orthographe, des emojis, un langage familier, etc. [46, 75]. Ces spécificités doivent
être prises en compte, afin d’analyser les tweets de la meilleure manière possible. En
effectuant de l’analyse de tweets avec un modèle générique, le vocabulaire spécifique à
Twitter n’a pas été vu lors du pré-apprentissage.

Nous effectuons de l’analyse de sentiments avec des données issues du réseau social
Twitter [47, 70, 86, 111]. Nous proposons donc dans ce manuscrit des solutions aux
différents problèmes identifiés pour cette tâche, en utilisant des modèles à l’état de
l’art. Pour cela, nous nous intéressons au manque de ressources pour l’utilisation des
modèles Transformer et à la prise en compte des spécificités de Twitter.

De plus, cette thèse étant réalisée dans le cadre du projet SAPhIRS, décrit en Cha-
pitre 5, nous travaillons sur des thématiques sensibles comme la haine ou la radica-
lisation. En effet, le réseau social Twitter est également utilisé dans le cadre de la
propagation de la haine et de la violence. Malgré une modération permettant la sup-
pression des messages haineux, racistes, homophobes ou encore faisant l’apologie du
terrorisme, le réseau a notamment servi au recrutement dans le cadre de la guerre en
Syrie et des attentats ayant eu lieu dans le monde ces dernières années.

Dans la partie suivante, nous décrivons le projet SAPhIRS, et nous montrons comment
cette thèse s’inscrit dans ce projet.

2. OpenAI
3. Google
4. Twitter
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1.2 Projet SAPhIRS
Dans le cadre de cette thèse, nous faisons de l’analyse de sentiments dans les données

Twitter. D’une part, cela est dû aux sujets traités. En effet, cette thèse est lié au projet
SAPhIRS (Système pour l’Analyse de la Propagation d’Information dans les Réseaux
Sociaux), décrit dans le Chapitre 5. Ce projet est réalisé en partenariat entre Saagie,
le LITIS et Airbus Defence and Space. Il traite de la détection de radicalisation,
d’influenceurs et de communautés dans les réseaux sociaux et plus particulièrement
sur Twitter. Puisque l’objectif du projet SAPhIRS est la détection de radicalisation et
d’influenceurs, un réseau social comme Twitter est idéal pour détecter les utilisateurs
ayant des interactions et formant des communautés. La nature de Twitter favorisant
la propagation d’idées, quelles qu’elles soient, il s’agit d’un support adéquat pour se
procurer des données de ces thématiques.

D’autre part, la simplicité d’accès des données Twitter nous permet d’avoir à disposi-
tion une énorme quantité de données, puisque les tweets ainsi que leurs méta-données
peuvent être récupérés très facilement grâce à l’API officielle. Cependant, deux pro-
blèmes se posent. Dans un premier temps, ces données ne sont pas annotées, et compte
tenu de nos thématiques de recherche, leur annotation est compliquée. Dans un second
temps, dû encore une fois au thème de la haine et de la radicalisation, les tweets sont
plus compliqués à obtenir car rapidement supprimés des réseaux sociaux.

En traitant des thématiques comme la haine et la radicalisation, nous avons souhaité
travailler sur des sujets d’actualités tout en étant utiles à la lutte contre le cyber-
harcèlement et la propagation d’idéologies radicales. Sur le plan civil, l’analyse de
sentiments permet également à Saagie de fournir à ses clients une analyse des réseaux
sociaux. Les différentes contributions réalisées pour ce projet et présentées dans ce
manuscrit sont donc mises en production, et publiées sur la plateforme Big Data Saagie.
Dans la partie suivante, nous voyons quelles sont ces différentes contributions.

1.3 Contributions
De nombreuses études s’intéressent à l’analyse de sentiments dans des données issues

de Twitter. Dans ce manuscrit, nous décrivons en détail nos axes de recherches ainsi
que nos contributions à l’analyse de sentiments.

Dans un premier temps nous nous sommes orientés vers la recherche d’une solution
afin d’utiliser des modèles actuellement à l’état de l’art, les modèles Transformer.
Comme nous l’avons vu précédemment, ces modèles nécessitent de grandes quantités
de ressources (données, mémoire et puissance de calcul), difficilement accessible à tous.
Dans ce manuscrit, nous présentons donc des lignes directrices permettant de contour-
ner cette nécessité, et ainsi d’utiliser les modèles Transformer pour la classification de
sentiments.

Dans un second temps, en réutilisant nos précédentes recommandations, nous propo-
sons d’essayer d’améliorer la classification du sentiment en intégrant une représentation
d’emojis ainsi que des caractéristiques de sarcasme. Nous étudions donc la combinaison
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de ces trois informations en utilisant la concaténation, la somme ainsi que la moyenne.
Ceci nous a permis de mettre en avant le fait que, bien que le sarcasme soit une com-
posante importante à la détection de sentiments, cette information gêne le modèle
lorsqu’elle est combinée à des caractéristiques de sentiments ou d’emojis.

Dans la partie suivante, nous verrons comment les différents chapitres de ce manuscrit
sont organisés.

1.4 Organisation
Ce document s’organise de la manière suivante : dans le Chapitre 2, nous nous

concentrons sur notre tâche d’analyse de sentiments. Nous commençons par formaliser
notre problématique, avant d’étudier les différents outils qui nous permettent de faire
de l’analyse de tweets. Nous proposons ensuite un panorama des différentes approches
de classification de la littérature, ainsi que les méthodes de pré-traitements et de
représentation des tweets.

Le Chapitre 3 aborde l’un des obstacles majeurs aujourd’hui au traitement de la langue
avec des méthodes à l’état de l’art : la grande quantité de ressources en données,
mémoire et surtout en puissance de calcul qui sont nécessaires pour en exploiter le
potentiel. Pour autant, il existe des solutions scientifiques et pratiques. Nous proposons
dans ce chapitre de les lister, de les analyser, et d’en tirer des recommandations pour
l’analyse de sentiments dans les tweets avec des ressources limitées.

Dans le Chapitre 4, nous étudions si l’ajout d’information de sarcasme et d’emo-
jis permet d’améliorer la classification de sentiment. En restant dans notre cadre de
ressources limitées en puissance de calcul, nous voyons comment ces différentes infor-
mations peuvent être fusionnées, ainsi que l’impact qu’elles peuvent avoir lorsqu’elles
sont utilisées seules avec un détecteur de sentiments, ou combinées.

Le Chapitre 5 est dédié à l’industrialisation et à la mise en production d’algorithmes
d’apprentissage profond. Nous y décrivons le projet SAPhIRS, auquel cette thèse est
liée, qui traite de radicalisation et de détection d’influenceurs sur Twitter. Dans le
cadre de ce projet, l’équipe Recherche de Saagie a également participé à la tâche 5 de
la compétition SemEval 2019, et réalisé de la détection de haine. Ce chapitre décrit
également l’approche utilisée pour cette tâche.

Enfin, nous terminerons ce manuscrit avec un récapitulatif de nos contributions. Nous
conclurons sur nos différents apports à l’analyse de sentiments sur Twitter, et nous
proposerons également des perspectives et des pistes d’améliorations des points traités
dans les différents chapitres.
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Chapitre 2

Analyse de sentiments sur
Twitter

Résumé
Dans ce chapitre nous réalisons un état de l’art des différentes méthodes traditionnel-

lement utilisées dans la résolution de notre problématique. Tout d’abord nous faisons la
distinction entre les tâches d’analyse de sentiment et de détection d’opinion, en définis-
sant également chacun des éléments qui composent un sentiment et une opinion. Nous
nous penchons ensuite sur les différents traitements appliqués au texte pour l’analyse
de tweets, avant d’étudier les algorithmes principalement utilisés pour l’analyse de
sentiment. Nous commençons tout d’abord par faire un état des lieux des principaux
réseaux de neurones utilisés en traitement du langage, et ce afin de sélectionner le plus
adapté à notre tâche. Nous présentons donc les différents types d’architectures clas-
siques de réseaux de neurones utilisés en traitement du langage, c’est-à-dire les RNN,
LSTM, GRU ainsi que les CNN adaptés pour le traitement du texte, puis nous nous
penchons vers les modèles type Transformer fondés sur de l’attention, comme GPT,
BERT, et leur différentes déclinaisons. Ceci nous permet de sélectionner BERT comme
étant l’architecture la plus appropriée pour nos travaux. Nous voyons donc que, bien
qu’il soit possible d’utiliser des techniques d’apprentissage automatique classiques pour
la classification de tweets, les réseaux de neurones, et plus précisément les architectures
fondées sur les Transformer, sont aujourd’hui majoritairement utilisées.
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Analyse de sentiments sur Twitter
Les réseaux sociaux sont devenus de plus en plus présents dans la vie des gens, per-

mettant d’exprimer des sentiments et des opinions sur des sujets publics ou politiques,
ou même sur la vie quotidienne. Pouvoir extraire le sentiment et l’opinion des tweets
est donc devenu essentiel puisque tout le monde publie son opinion envers presque
tout. Les tweets liés aux marques sont particulièrement utiles pour les entreprises qui
souhaitent évaluer leur réputation, améliorer leurs produits, ou étudier les besoins du
marché et leurs concurrents. (Ghiassi et al., 2016) ont par exemple développé une ap-
proche qui permet d’effectuer une analyse des sentiments sur Twitter et de classer les
tweets sur une échelle en cinq points [43].

De ce fait, de nombreuses études se penchent sur la détection de sentiments et d’opi-
nions contenus dans des tweets [47, 70, 86, 111]. Cependant, la plupart de ces études
parlent d’analyse de sentiments ou d’opinions sans faire de distinction. Il s’agit pour-
tant de deux tâches proches mais pas totalement identiques [70, 86].

Si les approches traditionnelles pour l’apprentissage automatique et les réseaux de neu-
rones récurrents et convolutifs pour le traitement du texte ont chacun leur tour permis
d’obtenir les meilleures performances pour la classification de tweets, ce sont actuelle-
ment les modèles fondés sur le Transformer qui sont à l’état de l’art sur cette tâche.
En effet, depuis l’apparition du bloc Transformer [151] (expliqué sous-section 2.3.3)
en 2017, celui-ci est présent dans la majorité des modèles publiés récemment et pour
l’analyse de texte.

Grâce à leurs nombreuses couches permettant une meilleure représentation du texte,
les modèles Transformer capturent des caractéristiques à la fois sémantiques et syn-
taxiques, surpassant ainsi les représentations « sac de mots » et les embeddings 1 (ces
notions sont expliquées dans la sous-section 2.2.1).

Dans ce chapitre, nous commençons donc par faire la distinction entre les tâches d’ana-
lyse de sentiments, et de détection d’opinion afin d’éclaircir ces deux notions. Nous
voyons ensuite différentes manières de représenter un texte sous la forme d’un vec-
teur ainsi que des méthodes de traitement du texte, et en particulier des tweets. Nous
faisons ensuite un point sur les différentes approches permettant d’effectuer de l’ana-
lyse de sentiments. Enfin, nous terminons par présenter les différents jeux de données
utilisés dans l’ensemble de nos expérimentations.

1. Parfois traduit en français « plongement », mais le terme anglais est plus courant, il s’agit d’un
modèle résultant de l’opération mathématique qui permet de passer d’une représentation vectorielle
à une nouvelle représentation où les objets similaires possèdent des vecteurs correspondants qui sont
proches dans l’espace vectoriel où sont définis ces vecteurs (typiquement par un algorithme qui réduit
la dimension de la représentation afin de rapprocher les objets similaires et d’éloigner les objets
différents) Datafranca
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2.1 Formalisation du problème
Analyse de sentiments, reconnaissance d’opinion et détection de posture sont trois

tâches similaires mais pourtant différentes en Traitement Automatique du Langage
(TAL) [70, 86]. Il est donc nécessaire de rappeler la distinction entre ces trois tâches
souvent confondues. Cette section est consacrée à la clarification de notre probléma-
tique. Dans un premier temps, nous définissons chacune des tâches afin de préciser les
différents termes utilisés dans la littérature, concernant la reconnaissance d’opinion,
l’analyse de sentiments et la détection de posture. Nous prenons ensuite position parmi
ces tâches et définitions. Enfin, nous mettons en lumière les particularités liées à notre
tâche et à notre thématique.

2.1.1 Sentiment et Opinion
Un sentiment est l’expression d’une subjectivité (ou de l’absence de subjectivité)

dans un texte, sous la forme d’une valence ou une étiquette positive (exemple 1),
négative (exemple 2) ou hors contexte (exemple 3).

Exemple 1 I’m about to eat four hot dogs and watch Miss USA. Happy
Sunday.

Exemple 2 Bad Blood may have the absolute worst lyricism I’ve ever
heard in my life (regarding Taylors parts) #UsedtobeMadLove #Really-
DeepCut

Exemple 3 Trump to skip Miss USA pageant : Donald Trump won’t
be at the Miss USA Pageant taking place in Baton Rouge, Louisiana, on
Sunday night...

Une opinion est une notion plus complexe, car définie au travers de cinq entités. Cela
consiste à extraire et analyser l’opinion O d’une entité envers une autre entité. Cela
signifie que l’entrée est un texte (un document, une phrase, ou dans notre cas, un
tweet) ou une séquence de textes. En ce qui concerne la sortie obtenue, il s’agit de
l’opinion O qui peut être représentée par le quintuplet (o, a, p, e, t) [70, 86]. Soit :
o l’objet de l’opinion,
a l’aspect de cet objet,
p la polarité de l’opinion,
e l’émetteur de l’opinion,
t le moment d’émission de l’opinion.
Pour l’exemple 4, o serait le new Moto G, l’aspect a serait son prix, et la polarité p
serait positive. Concernant e et t, ils ne sont pas présents dans le texte, cependant
s’agissant d’un tweet, l’émetteur e peut être considéré comme étant l’auteur du tweet,
et t le moment de publication du tweet.
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Exemple 4 The new Moto G may be the best budget phone... again.
http://t.co/GXy3TDlRpC #News #TechNews

Au sens strict de ces deux notions, le sentiment est la polarité d’un texte indépen-
damment de tout objet et/ou d’un émetteur, alors que l’opinion est définie au travers
des cinq notions ci-dessus. Dans le cadre de l’analyse de sentiments, il est souvent fait
l’hypothèse simplificatrice que chacun des documents d’un jeu de données est fondé
sur un même objet d’opinion, unique et éventuellement déterminé par les mots-clés
utilisés lors de la collecte du corpus [112].

2.1.2 Détection de posture, analyse de sentiments fondée sur
l’aspect & analyse de sentiments fondé sur la cible

Si l’analyse de sentiments permet de prédire une polarité et la reconnaissance d’opi-
nion permet de prédire un quintuplet, la détection de posture (Stance detection) se
positionne entre les deux. En effet, l’objectif ici est de déterminer une polarité vis-à-vis
d’un objet ciblé, faisant ou non partie du document étudié. Contrairement à l’analyse
de sentiments, nous ne faisons donc pas l’hypothèse que le jeu de données a été collecté
sur une thématique particulière, ou encore que chaque document a un objet unique,
puisque cet ou ces objets restent à déterminer [133].

Il est possible de considérer que deux sous-problèmes d’analyse de sentiments se rap-
prochent beaucoup de la tâche de détection de posture [74], ainsi que de la recon-
naissance d’opinion. Il s’agit en effet de l’analyse de sentiments fondé sur la cible
(Target-based sentiment analysis) ainsi que de l’analyse de sentiments fondée sur l’as-
pect (Aspect-based sentiment analysis).

Analyse de sentiments fondée sur la cible
L’objectif de cette tâche est de déterminer la polarité ainsi que la cible, c’est-à-dire
l’objet o d’un document [74]. Selon (Ebrahimi et al., 2016) , les principales différences
avec la détection de posture, sont dans un premier temps liées à la cible, qui peut ne pas
être explicitement présente dans le document pour la détection de posture [34]. Dans
un second temps, la cible de la détection de posture n’est pas forcément la cible du
sentiment présent dans le document. Enfin, si dans le cas de l’analyse de sentiments la
cible est habituellement une entité ou une caractéristique, elle peut être un événement
en détection de posture. Par exemple, dans le cadre d’une collecte de tweets réalisée
sur la thématique du second tour des élections présidentielles 2022 en France, seraient
considérés comme favorable à E. Macron des tweets contre M. Le Pen. Ainsi, la cible
(E. Macron) n’est ni explicitement contenue dans le tweet, ni la cible du sentiment du
texte.

Analyse de sentiments fondée sur l’aspect
Dans le cas de l’analyse de sentiments fondée sur l’aspect, le but est de prédire une
polarité, mais également une cible (un objet o) et une caractéristique de cet objet
(un aspect a) [74]. Cette tâche se rapproche donc de la reconnaissance d’opinion, car
la sortie n’est pas un élément unique, mais un triplet (o, a, p). Ainsi, dans le cadre
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d’une campagne menée sur les Iphone, la sortie à prédire contiendrait le modèle du
téléphone, une caractéristique de ce modèle, ainsi que la polarité du sentiment sur
cette caractéristique (par exemple une polarité négative sur la batterie de l’Iphone
12).

2.1.3 Positionnement
Au commencement de cette thèse, notre objectif était de réaliser de la reconnaissance

de changement d’opinion dans des tweets, en émettant les hypothèses simplificatrices
suivantes :
l’objet o est connu et correspond à l’objet du tweet,
l’aspect a est connu et correspond à l’objet lui-même,
l’émetteur e est connu et correspond à l’émetteur du tweet,
le temps t est connu et correspond au moment d’émission du tweet.

L’idée était de réaliser cette reconnaissance de changement d’opinion dans une sé-
quence de tweets d’un même auteur, et ce concernant un objet prédéterminé, en détec-
tant les changements de polarité au fil de la séquence. L’entraînement d’un modèle sur
la reconnaissance d’opinion devait être réalisé grâce à un jeu de données collectées et
annotées spécialement dans le cadre du projet SAPhIRS (projet dans lequel s’inscrit
cette thèse) par un prestataire extérieur.

Malheureusement, la constitution de ce corpus a pris du retard pendant nos travaux.
De plus, la constitution de séquences d’un même auteur sur les thématiques traitées
par le projet SAPhIRS (haine, radicalisation) fut impossible. Puisque nous n’avons pas
eu accès à ces séquences, et qu’il n’existe pas à notre connaissance de jeux de données
similaires, publiquement accessibles, nous nous sommes consacrés à la détection de
sentiments, qui présente encore des problèmes ouverts, comme nous le verrons par la
suite dans ce manuscrit.

2.2 Traitement du texte pour l’analyse de senti-
ments

Avant de pouvoir réaliser de l’analyse de sentiments sur des tweets, il faut tout
d’abord déterminer comment traiter et représenter le texte. Dans cette partie, nous
verrons tout d’abord les caractéristiques des tweets, puis nous traiterons leurs mé-
thodes de représentation.

2.2.1 Représentation des tweets
Afin de pouvoir utiliser des chaînes de caractères en apprentissage automatique, il

faut au préalable pouvoir représenter le texte sous la forme d’un vecteur. Formellement,
un texte peut être représenté par un vecteur T = {t1...tn}, de n tokens 2 ti, appartenant

2. Un token est une instance d’une séquence de caractères dans un document, regroupés comme
une unité sémantique utile pour le traitement Stanford NLP Group

Saagie - INSA Rouen Normandie 32



tous à un dictionnaire. Ce dictionnaire est typiquement construit à partir d’un corpus
D = {s1...sm} de textes, qui sont soit les textes que l’on souhaite apprendre (e.g. les
méthodes « sac de mots » de la section 2.2.1.1), soit les textes d’un corpus annexe,
contenant souvent un plus grand volume de textes exemples (e.g. méthodes fondées sur
les embeddings ou les modèles de langue en sections 2.2.1.3 et 2.3.3). Ce dictionnaire
est composé de m tokens s non dédoublonnés. Le but de la représentation du texte
est alors de trouver pour chaque token du dictionnaire une valeur numérique (score
ou vecteur selon la méthode de représentation), pour le fournir ensuite en entrée d’un
algorithme d’apprentissage.

Les méthodes de représentation des tweets, et plus généralement du texte peuvent
être découpées en trois catégories : tout d’abord les représentations avec des « sacs
de mots » puis les représentations fondées sur les embeddings, et enfin, les méthodes
liées aux modèles Transformer, appelés modèle de langages. Dans cette partie, nous
détaillons ces trois approches.

2.2.1.1 Sac de mots

Si depuis l’avènement des réseaux de neurones profonds, les méthodes de représen-
tations du texte en TAL sont principalement fondées sur les embeddings et les modèles
de langage, les méthodes « sac de mots » (BOW, pour Bag-of-words en anglais) sont
longtemps restées les plus populaires dans la littérature. Celles-ci permettent d’asso-
cier un vecteur de réels à chaque document, ce qui facilite le traitement automatique
du texte. Ici, à chaque token s ∈ D est associé un score. Pour de l’analyse de senti-
ments sur Twitter, chaque document d correspond à un tweet faisant partie d’un jeu
de données D. Ainsi, chacun des tweets d sera représenté par un vecteur T contenant
les tokens présents dans D, associé à leur score ti.

Plusieurs méthodes de calcul de score existent pour les « sacs de mots » :
Binaire (One-hot encoding) [111, 112]

À chaque document correspond un vecteur T = {t1, t2, ..., tn}, dans lequel chaque
token s ∈ D aura pour représentation ti 1 si le token est contenu dans le docu-
ment, et 0 s’il est absent.

Décompte d’occurrences
Plutôt qu’une représentation binaire (présence ou non d’un token), il est possible
d’utiliser le nombre d’occurrences de chaque token. Cela signifie que chaque token
s est représenté par le nombre de fois où il apparaît dans le document d ∈ D.

Fréquence [111, 112]
Afin de représenter un document, il est également possible d’associer à chaque
token un score correspondant à la fréquence du terme s ∈ D dans le document
d. Cette fréquence correspond à tf(d, t) calculé selon l’équation 2.1.

TFt =
Nombre d�occurrences de t dans d

Nombre total de mots dans d
(2.1)

TF.IDF [66]
L’utilisation de la fréquence seule peut causer un biais. En effet, avec la fré-
quence, les termes très présents dans les documents auront un poids plus élevé
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que ceux peu présents. Pourtant, un terme qui apparaît dans de nombreux do-
cuments n’est pas très discriminant et doit avoir moins de poids qu’un terme
qui apparaît dans peu de documents. Afin de pallier ce problème, il est pos-
sible d’utiliser le produit TF.IDF (équation 2.3) [66]. L’utilisation du TF.IDF
(pour Term Frequency et Inverse Document Frequency) a été très utilisé en Re-
cherche d’informations [153]. Contrairement à l’utilisation de la fréquence seule,
le TF.IDF permet de donner plus d’importance aux mots peu présents dans le
corpus grâce à leur pondération par l’IDF (voir équation 2.2). En effet, le score
IDF correspond au score de « rareté » d’un token s. En d’autres termes, il s’agit
de l’importance d’un mot dans un document d, par rapport au corpus complet
de documents D.

IDFs = log |D|
|{d ∈ D : s ∈ d}| ↔ IDFs =

Nombre de documents

Nombre de documents avec s
(2.2)

TF.IDFs,d,D = TFt,d × IDFs,D (2.3)

Afin de minimiser la taille du dictionnaire, il peut être judicieux d’appliquer une
étape de lemmatisation 3 ou de racinisation 4 au texte, ce qui permet de réduire le
nombre d’entrées. Il est également fréquent de dresser une liste de stop words, mots
nombreux dans les corpus mais « vides de sens », tel que les articles, ou les pro-
noms.

En plus des différentes alternatives de score, il est également possible d’utiliser des
n-grammes plutôt que des mots pour composer le vecteur. Les n-grammes sont des
séquences de n mots adjacents contenus dans un document d. Les représentations vec-
torielles sont alors composées de bigrammes (pour n = 2), trigrammes (pour n = 3),
ou plus généralement de n-grammes et non de tokens (pour n = 1, il s’agit d’uni-
grammes).

Les « sacs de mots » ont été très utilisés avec les approches traditionnelles d’apprentis-
sage automatique. En effet, (Pak and Paroubek, 2010) comparent les représentations
binaires d’unigrammes, bigrammes et trigrammes pour leurs tweets [109]. Quant à
(Pang et al., 2002), ils ont pu comparer la représentation binaire avec la fréquence
d’apparition de leur différentes caractéristiques, en se servant des unigrammes, des
bigrammes, d’une combinaison des deux, ou encore de caractéristiques linguistiques,
comme la présence d’adjectifs [111]. L’utilisation de la fréquence pour le TAL était très
répandue avant l’apparition des embeddings. En effet, plusieurs études de la littérature
ont employé cette méthode de représentation du texte [7, 75, 86, 88, 91, 111]. (Barbosa
and Feng, 2010) ont fait de la détection de sentiments dans des tweets en utilisant la fré-
quence d’apparition de deux catégories de caractéristiques : des meta-caractéristiques,
comme les POS tags 5 ou la subjectivité, et des caractéristiques liées à la syntaxe des

3. Retrait de la flexion des mots
4. Transformation d’un mot en sa racine
5. Part-of-speech, il s’agit de la nature d’un mot d’un point de vue grammatical (nom, verbe,

adjectif, etc.
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tweets, comme les hashtags 6, les URL, ou encore les retweets 7 [7]. (Lambert et al.,
2016) comparent cette fois l’utilisation du TF.IDF avec une méthode de boosting, à
l’utilisation d’un embedding avec un CNN [75] (décrit en sous-section 2.3.2).

Ces types de représentations ont l’avantage d’être rapides à calculer, puisqu’ils ne né-
cessitent pas d’apprentissage au préalable. Néanmoins, il s’agit de méthodes coûteuses
en mémoire, car chaque document est associé à un grand vecteur creux de la taille du
vocabulaire ou du nombre de n-grammes. En effet, chaque document d, ou tweet, ne
contient qu’une petite partie du vocabulaire présent dans le corpus D. De plus, les re-
présentations des tokens t ne correspondent qu’à leurs utilisations dans D. L’utilisation
d’embedding permet de corriger ces problèmes.

2.2.1.2 Embeddings

Nous venons de voir que les méthodes « sac de mots » permettent de représenter
le texte en associant un vecteur T à chaque document d, dans lequel chacune des
dimensions correspond à un mot du corpus D. Bien que ce type de représentation
possède des avantages, les vecteurs des documents se trouvent être des vecteurs creux.
Les méthodes d’embedding quant à elles, associent un vecteur de dimension n fixe
pour chaque token représenté. Ces vecteurs associés aux tokens sont préalablement
appris sur de grandes quantités de données annexes. Les algorithmes utilisés pour
cet apprentissage permettent de saisir la sémantique des mots. Deux mots proches
sémantiquement seront donc proches dans l’espace de représentation.

Les travaux sur ces types de représentations vectorielles, dits embedding, ont débuté
en 2003 avec (Bengio et al., 2003) [1]. C’est en 2013 que (Mikolov et al., 2013) publient
une première version du Word2vec, un embedding de mots en 300 dimensions fondé
sur les Continious Bag-of-words 8 (CBOW). Les schémas en figure 2.1 montrent le
fonctionnement du CBOW, ainsi que du skip-gram, autre algorithme d’apprentissage
du Word2vec décrit ci-dessous. Nous pouvons voir que grâce aux tokens précédents
(wt−2 et wt−1 sur le schéma) et suivants (wt+1 et wt+2 sur le schéma), le token wt est
prédit.

Puis, la même année (Mikolov et al., 2013) présentent la version finale du Word2vec
[99], fondée cette fois sur les skip-gram 9. Encore une fois, nous pouvons voir sur la fi-
gure 2.1 qu’à partir du token wt, le contexte wt−2 et wt−1 est prédit. Suite au Word2vec,
et aux algorithmes CBOW et skip-gram, d’autres méthodes de word-embeddings ont
été publiées, nous pouvons notamment citer GloVe [115] (pour Global Vector) de Stan-
ford, ou encore FastText [16] de Facebook.

Les embeddings permettent d’améliorer la représentation du texte en TAL puisqu’ils
permettent de capturer la sémantique des mots. Ils sont donc très utilisés avec les
réseaux de neurones. Par exemple, (Kim, 2014) a représenté le texte grâce à l’utilisa-

6. Mot-dièse en français, ce sont des mots précédés du symbole « # » qui correspondent à une
thématique attribuée au message

7. Message ayant été reposté. Les retweets sont précédés du tag « RT »
8. Prédiction d’un mot selon son contexte
9. Prédiction du contexte selon un mot en entrée
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Figure 2.1 – Fonctionnement du Continious Bag-of-words et du skip-gram, extrait
de [77]

tion du Word2vec, utilisé avant l’application de convolution (décrite dans la section
suivante) [73]. (Lambert et al., 2016) ont utilisé un modèle pré-entraîné de GloVe,
encore une fois avec de la convolution [75]. Word2vec, GloVe et FastText peuvent tous
les trois être utilisés avec une combinaison de réseaux de neurones [26]. Ces trois mé-
thodes de représentation sont également utilisées par (Rosá et al., 2017) : en effet,
différentes approches ont été comparées en utilisant l’algorithme du Word2vec, ainsi
que les représentations pré-entraînées de GloVe et FastText [126].

Le principe des embeddings n’a pas été employé uniquement au niveau du mot. (Zhang
et al., 2015) et (Zhang and LeCun, 2015) ont mis en place une représentation du texte
au niveau du caractère [174, 173]. BidAF [134] se fonde également sur un character
embedding combiné à deux autres types de représentation : un word-embedding et un
contextual embedding.

Si les représentations en embedding sont principalement utilisées par des réseaux de
neurones, il est également possible de les adapter pour une utilisation par des al-
gorithmes d’apprentissage automatique traditionnels décrits dans la section suivante.
(Yin and Jin, 2015) ont utilisé unWord2vec avec un SVM pour réaliser de la classifica-
tion de sentiments. Chaque token étant représenté par un vecteur de taille n, chacun
de ces vecteurs a dû être adapté afin qu’il puisse être pris en entrée par un SVM.
Pour chaque token d’un document, chacune des dimensions de son vecteur a, dans un
premier temps, été additionné. De cette manière, les tokens sont représentés par une
valeur unique, et non plus par un vecteur de taille n. Ainsi, la représentation obtenue
est similaire aux « sacs de mots » (un score par token). (Lilleberg et al., 2015) ont
également utiliséWord2vec avec un SVM, mais cette fois en combinant les vecteurs de
mots avec le score TF.IDF du même mot [84].

Les embeddings permettent d’obtenir une représentation vectorielle pour chaque token
ou mot, en revanche ils ne permettent pas de gérer les homographes 10, les tokens faisant
partie de mots ayant des sens complètement différents, ou les utilisations d’un même
mot dans des contextes différents. Par exemple, « est » (flexion du verbe être) et « est »

10. Mots ayant la même orthographe, mais des sens différents
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(point cardinal) seront représentés par le même vecteur, et ce quel que soit le contexte
dans lequel ils apparaissent, alors qu’ils ont des sens biens différents. Avec l’apparition
des modèles Transformer aujourd’hui à l’état de l’art, l’utilisation des embeddings tels
que nous venons de les voir s’est raréfié, au profit de modèles de langages.

2.2.1.3 Modèle de langage

Les modèles de langage (ou modèle de langue) font à l’origine référence aux distri-
butions de probabilités sur des tokens ou des séquences de tokens dans une langue.
Cependant, actuellement et depuis l’apparition du bloc Transformer [151], lorsque les
modèles de langage sont mentionnés, il s’agit généralement d’une référence à ce type
de modèle.

Les modèles Transformer sont actuellement les plus performants pour la représentation
du texte puisqu’ils permettent de capturer des relations sémantiques et syntaxiques.
Ceci est notamment permis par l’utilisation de l’auto-attention, c’est-à-dire la mesure
des relations entre les différents tokens d’une même séquence. Cependant, si les modèles
Transformer constituent une avancée majeure, c’est grâce à l’utilisation d’un même
modèle à la fois pour l’apprentissage de représentation du texte, et pour la tâche de
classification ou de régression en aval.

De ce fait, même si ces méthodes visent à fournir une représentation sémantique riche et
universelle d’une langue, leur utilisation est très dépendante de la tâche de TAL réali-
sée. Pour cette raison, nous choisissons de détailler ces méthodes en section 2.3.3.

Cependant, quel que soit le type de représentation sélectionnée, il doit être adapté au
traitement des tweets. En effet, les tweets contiennent un vocabulaire particulier, tel
que des abréviations, des hashtags, des mentions d’utilisateurs, etc... Dans la partie
suivante, nous verrons ce vocabulaire plus en détail, ainsi que les différentes manières
de le traiter.

2.2.2 Caractéristiques et traitement des tweets
Un tweet avait une longueur maximum de 140 caractères jusqu’en 2017, et est main-

tenant passé à 280 caractères. Des millions d’utilisateurs publient chaque jour des mes-
sages sur Twitter via n’importe quel appareil (smartphone, tablette, ordinateur...) [75].
De nombreux sujets sont abordés dans les tweets, avec un langage propre aux réseaux
sociaux. En effet, la plupart des messages publiés contiennent fautes d’orthographes et
abréviations, ceci étant dû à la limitation du nombre de caractères et à l’utilisation de
smartphones, qui peuvent gêner la saisie de messages et causer des fautes de frappe.
De plus, les messages sont écrits dans un registre familier [46, 75]. Il est donc nécessaire
d’appliquer un certain nombre de pré-traitements aux tweets, afin de supprimer le plus
de bruit possible, tout en s’adaptant à leur mode de représentation.

À l’écrit, et particulièrement dans un tweet, l’utilisation de majuscules permet de
mettre certains mots en relief. Cela peut passer par l’ajout de majuscules en milieu
de phrase lorsque ce n’est pas nécessaire, ou encore par l’écriture des mots entière-
ment en lettres capitales. Il s’agit donc d’une information importante puisqu’elle met
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en évidence l’intention du locuteur lors de sa rédaction d’un message sur Twitter.
Pourtant, ne pas normaliser le texte conduirait à un nombre de caractéristiques extrê-
mement élevé, car les formes « EVERYWHERE », « Everywhere », « everywhere », et
même « eVeRyWHeRe » correspondent à quatre tokens différents. (Rosá et al., 2017)
et (Lambert et al., 2016) proposent donc de normaliser la casse, et de passer tout le
texte en minuscule, réduisant ainsi le nombre de caractéristiques à prendre en compte
[75, 126]. Cela permet de limiter le nombre de tokens contenus dans les vecteurs des
représentations BOW ou de faciliter la correspondance pour les embeddings.

Dans certains cas, le message peut contenir des répétitions de caractères pour marquer
l’emphase sur le message véhiculé. Ceci correspond à l’allongement de mot (tel que
« Goooooooooooood ») ou la répétition de ponctuation (« !!!!!!! »). Cette fois encore,
un problème de représentation pour les « sacs de mots » et les embeddings se pose,
puisque le nombre de caractères ajoutés dépendra de l’utilisateur. Cela multipliera
donc les entrées dans le dictionnaire et rendra presque impossible la présence du token
dans l’embedding. Pour simplifier le traitement de mots contenant des répétitions de
caractères, il est possible de ne conserver que les deux premiers caractères pour un
caractère répété trois fois ou plus [46, 75], ou encore de n’en conserver qu’un seul
[126].

En cas de retweet, un tag est présent en début de tweet permettant d’indiquer que le
message a été reposté. Cette information peut être exploitée en tant que caractéristique
[7] ou supprimée [54].

Les tweets peuvent intégrer des mentions d’utilisateurs, des liens vers des pages web
(URL), ou encore des hashtags (ou « mot-dièse »). En effet, Twitter permet de men-
tionner un utilisateur en précédant son nom d’un « @ », ce qui crée un lien vers le
compte mentionné. Ces mentions peuvent être supprimées [70] ou encore remplacées
par un tag [46, 75, 126]. Concernant les URL, elles ne sont pas utiles à l’analyse de sen-
timents, et vont au contraire gêner l’analyse du tweet pour cette tâche. Elles peuvent
donc être supprimées directement [54, 70, 75, 126] ou remplacées par un tag [46], ce
qui permet de garder une trace du tweet d’origine. Pour les hashtags, ce sont des mots
précédés du symbole « # » qui correspondent à une thématique attribuée au mes-
sage. Deux choix sont possibles concernant leur traitement. D’une part, ils peuvent
être supprimés totalement et remplacés par un tag [70]. Ceci permet de faciliter la
représentation informatique du texte. En effet, les hashtags contiennent souvent des
concaténations de mots ou encore des abréviations. Il est compliqué d’apprendre une
représentation vectorielle de ces derniers dans la mesure où chaque utilisateur utilisera
une syntaxe qui lui est propre. En supprimant les hashtags, ils seront donc remplacés
par un seul et même terme, ce qui facilitera l’obtention d’une représentation vecto-
rielle. D’autre part, il est également possible de supprimer uniquement le caractère
« # » et de conserver le reste du hashtag [75]. Cette méthode permet de conserver les
informations du hashtag, qui peuvent être importantes pour l’analyse de sentiments.
En effet, la durée de vie des hashtag étant assez courte, il se peut qu’ils contiennent
des informations importantes. Enfin, dans le but d’accéder aux informations contenues
dans les hashtags, ceux-ci peuvent être découpés afin d’être séparés en mots [96]. Nous
reviendrons plus en détail sur ces méthodes de normalisation dans le Chapitre 3.
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2.3 Approches pour l’analyse de sentiments
Une fois les tweets représentés, la tâche d’analyse de sentiments peut être effectuée.

Pour réaliser de la classification de sentiments, trois grandes approches se distinguent :
les approches traditionnelles d’apprentissage automatique, les réseaux de neurones
classiques utilisés pour la classification du texte, et enfin les modèles profonds fondés
sur le bloc Transformer [151] vu en sous-section 2.2.1.3. Dans cette partie, nous intro-
duisons ces trois méthodes, en commençant par les approches traditionnelles. Ensuite,
nous abordons les différents types de réseaux de neurones adaptés au traitement du
texte, et nous terminons par détailler les modèles profonds utilisant la couche Trans-
former, et en particulier le modèle BERT.

2.3.1 Approches traditionnelles d’apprentissage automatique
Les approches traditionnelles d’apprentissage automatique en TAL permettent de

réaliser de la classification de texte, notamment de la détection de sentiments. Pour
ces algorithmes, le texte doit être représenté sous forme numérique, et donc par un
vecteur calculé en amont. Dans cette partie, nous décrivons ces approches en nous
focalisant sur les deux algorithmes les plus utilisés pour l’analyse de sentiments tout
en voyant les différentes utilisations de ces algorithmes.

Figure 2.2 – Classification binaire avec un SVM, extrait de scikit-learn

Naive Bayes (NB) est un classifieur probabiliste fondé sur le théorème de Bayes et
très employé en classification de texte. Il repose sur les probabilités conditionnelles.
Utilisé dans le cadre de l’analyse de tweets, il permet de classifier les textes en fonction
des mots qu’ils contiennent, et de leur probabilité d’appartenance à l’une des classes.
NB a été très utilisé pour la classification de texte, et notamment en analyse de sen-
timents. (Wang and Manning, 2012) comparent l’utilisation de NB avec les SVM sur
différents jeux de données [159]. Le Support Vector Machine (SVM) est un algorithme
très utilisé pour réaliser de l’analyse de sentiments. Dans le cadre de l’analyse de tweets,
l’objectif des SVMs est de trouver un hyperplan permettant de séparer les classes dans

Saagie - INSA Rouen Normandie 39



l’espace de projection grâce au vocabulaire vectorisé des tweets, et ce, de la manière
la plus optimale possible (voir figure 2.2 11). Ainsi, (Wang and Manning, 2012) ont
démontré que NB obtenait de meilleures performances sur les textes courts, alors que
sur les textes longs, les SVM étaient meilleurs. (Rosá et al., 2017) ont pu comparer
sur des données annotées selon quatre polarités (positif, négatif, neutre, none) l’utili-
sation de SVM avec un réseau de neurones convolutif, ainsi qu’à une méthode hybride
combinant les probabilités des classes du SVM et du CNN [126]. Bien que mauvais sur
les tweets neutres, le modèle hybride a obtenu les meilleures performances globales,
dépassant ainsi le SVM et le CNN utilisés seuls.

(Pang et al., 2002) ont comparé trois algorithmes : NB, les SVM et l’entropie maxi-
male [111]. À ces trois algorithmes ont été associés des unigrammes (un seul mot),
bigrammes (sous-séquence de deux mots), et d’autres familles de caractéristiques telles
que le POS tag (nature grammatical d’un mot). Suite à ces comparaisons, il s’avère que
pour ces trois algorithmes, les unigrammes offrent de meilleures performances, pouvant
être améliorées en les combinant avec d’autres caractéristiques. Les performances des
algorithmes sont également meilleures dans le cas d’utilisation de la représentation bi-
naire, plutôt que la fréquence. À l’inverse, les résultats obtenus par (Dave et al., 2003)
indiquent le contraire : l’utilisation de bigrammes et trigrammes offre de meilleures
performances [30]. (Pak and Paroubek, 2010) ont voulu déterminer les meilleurs pa-
ramètres pour une utilisation sur des données Twitter. L’utilisation de bigrammes a
cette fois obtenu les meilleures performances, ainsi que l’algorithme NB, en comparai-
son avec les SVM et les CRF 12 [109].

Les résultats obtenus avec ces différentes approches ne sont donc pas forcément stables,
et dépendent des conditions (tâche et type de données) dans lesquelles elles sont appli-
quées. Cependant concernant l’analyse de sentiments sur des données issues de Twit-
ter, c’est l’utilisation conjointe de bigrammes et de l’algorithme NB qui a obtenu
les meilleurs résultats selon (Pak and Paroubek, 2010) [109]. Si les approches tradi-
tionnelles de l’apprentissage automatique ont permis au global d’obtenir de bonnes
performances pour la classification de texte, elles ont été dépassées par les réseaux de
neurones. Dans la partie suivante, nous voyons quelles sont les types de réseaux de
neurones spécialisés dans le traitement du texte.

2.3.2 Réseaux de neurones récurrents et convolutifs
L’utilisation des réseaux de neurones et des modèles profonds a repoussé les limites

des approches traditionnelles d’apprentissage automatique. Dans un premier temps,
cela fut permis grâce au développement d’architectures spécialisées dans le traitement
des séquences : les RNN (Recurrent Neural Network) [129], puis les LSTM (Long-
Short Term Memory) [57] et les GRU (Gated Recurrent Unit) [22], qui sont tout deux
inspirés des RNN. En effet, ces types de réseaux ont été conçus pour le traitement de
séquences : grâce à leur mémoire et à leur principe de récurrence, ils sont adaptés au
11. https://scikit-learn.org/stable/modules/svm.html
12. Conditional random fields, Champs aléatoires conditionnels en français, il s’agit d’une classe de

modèles statistiques qui sont utilisés en reconnaissance des formes et plus généralement en appren-
tissage statistique. Ils permettent de prendre en compte l’interaction de variables voisines et ils sont
souvent utilisés pour des données séquentielles Datafrance
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traitement du texte. Les CNN (Convolutional neural network) [79], modèles spécialisés
dans le traitement des images, ont également été adaptés au traitement du texte.
Tout comme les approches traditionnelles d’apprentissage automatique, les réseaux de
neurones nécessitent que le texte soit représenté sous forme de vecteur. Dans cette
partie, nous voyons de quelle manière les réseaux de neurones ont permis d’améliorer
la classification de sentiments. Nous présentons tout d’abord chacun des types de
réseaux, puis nous montrons leur utilisation pour le traitement du texte et l’analyse
de sentiments.

2.3.2.1 Description des réseaux de neurones pour le texte

Les réseaux de neurones artificiels sont des systèmes inspirés des réseaux de neurones
biologiques. Leur apprentissage est réalisé grâce à la rétropropagation du gradient. En
effet, lorsqu’un réseau de neurones réalise une prédiction, celle-ci est comparée à la
vérité terrain. L’erreur entre la sortie du réseau et la vérité terrain est ensuite calculée.
Puis cette erreur est propagée vers l’arrière et les poids sont mis à jour. Cela signifie
que les poids de chaque neurone sont mis à jour en partant de la dernière couche vers la
première. Le but de cette rétropropagation est de converger vers un minimum global,
qui correspond alors à une configuration optimale des poids. Dans cette partie, nous
présentons les différents réseaux de neurones spécialisés dans le traitement du texte,
et nous décrivons leur fonctionnement.

RNN
Les RNN (pour Recurrent Neural Network) [129] sont un type de réseaux dont les
neurones sont inter-connectés de manière récurrente [171]. Ce principe de récurrence
permet de simuler une « mémoire » grâce à l’état interne (internal state) tout au long
de l’apprentissage. Ceci rend ce type de réseaux propice au traitement de données
séquentielles, comme la vidéo, le son, ou encore le texte. En effet, la mémoire est telle
que la même tâche est appliquée à chaque élément de la séquence, tout en prenant en
compte les éléments vus précédemment. La figure 2.3 montre un exemple de RNN : à
gauche, la représentation du réseau sous forme de cycle et à droite, une représentation
dépliée avec trois étapes (pour une séquence de trois éléments). Ici, xt correspond
au vecteur d’entrée à l’étape t. L’état caché ht (hidden state) est calculé à partir de
l’état caché de l’étape précédente ht−1, ainsi qu’à partir du vecteur d’entrée xt. W hx

correspond à la matrice de poids utilisée pour conditionner le vecteur d’entrée xt,
et W hh correspond quant à lui à la matrice de poids liée à l’état caché précédent
ht−1. Dans l’équation 2.6, la fonction d’activation f utilisée est généralement une
fonction de tangente hyperbolique (équation 2.4) ou une fonction ReLU (équation
2.5). yt correspond au vecteur de probabilité de la sortie sur le vocabulaire à l’étape
t (équation 2.7). Enfin, W yh correspond à la matrice de poids de la mémoire ht à
l’étape t. Dans la pratique, l’utilisation des RNN pour le traitement de séquences est
limitée. En effet, dans le cas de dépendances de longue distance, c’est-à-dire éloignées
dans la séquence, les RNN font face au problème de disparition du gradient (vanishing
gradient) et d’explosion du gradient (exploding gradient), ce qui rend le traitement de
ces dépendances plus complexe. En effet, plus la séquence est longue, plus le modèle
aura d’étape et les dépendances seront éloignées. Ceci peut avoir pour conséquence
la diminution très rapide du gradient, jusqu’à devenir très proche de 0 ou encore son
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augmentation très rapide. Ce problème de gradient a donné lieu au développement des
LSTM, une sous-classe de RNN adaptée aux dépendances de longue distance.
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Figure 2.3 – Schéma d’un RNN, extrait de [171]

LSTM
Les LSTM (pour Long-Short Term Memory), présentés en figure 2.4 sont un type
de réseaux faisant partie de la famille des RNN. Ils ont été conçus pour résoudre
les problèmes de calculs liés au gradient initialement présents avec les RNN [57]. Leur
structure est assez complexe. Tout d’abord, la mémoire est représentée par deux états :
une cellule C (cell state) et un état caché h (hidden state). Le contenu de la mémoire
est géré par trois portes qui ont des interactions entre elles :
Porte d’oubli : permet de décider quelles sont les informations à effacer de la mé-

moire
Porte d’entrée : permet de décider quelles sont les informations à mettre à jour

dans C
Porte de sortie : sortie du réseau
La couche LSTM utilise à la fois les fonctions d’activation sigmoïde (équation 2.8) et
la tangente hyperbolique (équation 2.4).
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Figure 2.4 – Schéma d’un LSTM, extrait de [171]

GRU Les GRU (pour Gated Recurrent Unit) [22] sont un autre type de réseaux
faisant parti de la famille des RNN. Il s’agit en fait d’une variation de LSTM plus
simple que ces derniers car ils possèdent moins de composants. Comme nous pouvons
le voir en figure 2.5, les GRU ne possèdent pas d’état de la cellule C (cell state) et
n’ont que deux portes : une porte de reset et une porte de mise à jour. La porte de mise
à jour est similaire à la porte d’entrée et à la porte d’oubli du LSTM. Quant à la porte
de reset, elle permet de gérer la quantité d’information qui doit être oubliée.

Figure 2.5 – Schéma d’un GRU, issu de [142]

CNN pour le texte
Initialement conçu pour l’analyse d’image, une architecture CNN (pour Convolutional
neural network) [79] est constituée d’une ou plusieurs couches de convolution. Chacune
de ces couches est généralement suivie d’une couche de pooling d’agrégation permettant
de réduire la taille de la représentation, et donc le nombre de caractéristiques. (Kim,
2014) a mis en place de la convolution 1D (voir figure 2.6) afin de pouvoir effectuer
plusieurs tâches de TAL, dont l’analyse de sentiments [73]. Pour cela, des filtres de
convolution sont utilisés de la même manière que pour l’image, avec une fenêtre de
taille h sur les tokens d’un texte. Ainsi, il s’agit de convolution 1D car il n’y a qu’une
seule dimension à définir, celle de la taille de fenêtre h. La seconde dimension est en
fait cachée et correspond au nombre de dimension de la représentation des tokens du
texte.
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Figure 2.6 – Schéma d’un CNN pour le texte, extrait de (Kim, 2014) [73]

2.3.2.2 Utilisation des réseaux de neurones pour l’analyse de sentiments

Les réseaux de neurones spécialisés dans le traitement de séquences ont été utilisés
dans le cadre de l’analyse de sentiments. (Ni and Cao, 2020) ont utilisé une combinai-
son de GRU et de LSTM pour la classification de sentiments [106]. Plus précisément,
ils ont pu comparer les performances des RNN avec un LSTM, un GRU ainsi qu’avec la
combinaison d’un LSTM avec un GRU, ce qui a permis de mettre en avant les défauts
des RNN, corrigés par les GRU et LSTM. Pour capturer les relations sémantiques dans
un texte, (Xu et al., 2016) proposent le CLSTM (Cached Long-Short Term Memory)
une variation du LSTM qui, grâce à un système de cache, permet une division de la mé-
moire en plusieurs groupes [164]. Ces groupes sont gérés par différentes portes d’oubli,
faisant office de filtres. Sur les jeux de données testés, le CLSTM obtient de meilleurs
résultats qu’un LSTM classique ou bidirectionnel, ou même qu’un RNN.

Utilisés dans un premier temps par (Kim, 2014), les CNN pour le texte ont été ap-
pliqués par (Zhang et al., 2015) [174]. En effet, ils ont mis en place les ConvNets,
c’est-à-dire de la convolution sur des données textuelles au niveau du caractère et non
du mot. (Tang et al., 2015) ont proposé une architecture permettant l’apprentissage de
représentations de documents, tout en prenant en compte les relations entre les phrases
grâce à une couche de CNN ou de LSTM [145]. Cette couche permet donc d’apprendre
les représentations des phrases (en utilisant des embeddings), puis les relations entre
les différentes phrases sont ensuite apprises grâce à une couche de GRU.

(Wang et al., 2016) font suivre la convolution par une couche de LSTM , ce qui permet
de capturer à la fois des informations locales, grâce au CNN, et à distance, grâce au
LSTM, pour l’analyse de sentiments [158]. (Cliche, 2017) proposent également un mo-
dèle fondé sur une combinaison de CNN et de LSTM bidirectionnels pour réaliser de
l’analyse de sentiments sur des données Twitter [26]. Après une phase de pré-traitement
des tweets, les word-embeddings (voir partie 2.2.1.2) sont pré-appris en utilisant les al-
gorithmes de Word2vec [99], GloVe [115], et FastText [16]. Une étape de supervision
distante [46] permet ensuite de mettre les vecteurs à jour, et enfin, l’apprentissage su-
pervisé peut débuter. (Park and Fung, 2017) réalisent de la détection de langage abusif
sur Twitter en comparant trois structures [113] : la première avec un CNN fondé sur
le mot, une deuxième avec un CNN au niveau du caractère, et enfin un HybridCNN
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prenant à la fois les caractères et les mots. Deux approches sont comparées : la clas-
sification en une seule étape avec la solution proposée (HybridCNN, WordCNN ou
CharCNN), et la classification en deux étapes en utilisant une combinaison de deux
classifieurs binaires (la première étape consiste à classifier le langage abusif, puis la
seconde à classifier les types de langage abusif). Ici, la classification en deux étapes
permet d’améliorer les performances de modèles simples, et également de combiner
différents types de classifieurs.

Bien qu’ils soient spécialisés dans le traitement des images, les CNN ont été très
appliqués au texte, seuls ou combinés à d’autres types de réseaux. En effet, les CNN
sont efficaces pour extraire les caractéristiques locales du textes [158], et sont plus
rapides à entraîner que les LSTM [161]. En revanche, bien qu’ils soient populaires dans
la littérature, les CNN ne semblent pas être les plus performants pour le traitement
du texte [167]. En effet, (Yin et al., 2017) ont mené une étude comparant les CNN,
ainsi que les différents types de RNN, montrant ainsi que les GRU obtenaient de
meilleurs résultats [167]. Bien que les réseaux de neurones conçus pour le traitement
des séquences ont permis d’améliorer la classification du sentiment, l’apparition des
modèles Transformer a permis d’obtenir de bien meilleurs résultats. Dans la partie
suivante, nous nous concentrons sur les modèles fondés sur la couche Transformer, qui
ont une nouvelle fois bousculé les limites de l’analyse de sentiments.

2.3.3 Modèles Transformer
Les réseaux de neurones séquentiels, ainsi que les CNN pour le texte, ont été pendant

quelques temps la meilleure alternative pour le TAL. Puis en 2017, (Vaswani et al.,
2017) ont publié un article de référence, sur lequel s’appuient aujourd’hui les modèles à
l’état de l’art : Attention is all you need. En effet, ce fut le début du bloc Transformer,
et des modèles utilisant l’auto-attention [151].

Le Transformer est constitué d’une partie permettant l’encodage des données, compo-
sée d’encodeurs, et d’une seconde partie dédiée au décodage, composée de décodeurs.
Chacun des encodeurs est composé de deux blocs. Tout d’abord, un bloc d’auto-
attention, élément majeur du bloc Transformer, suivi d’un bloc de réseau à propa-
gation avant (feed-forward neural network). Si le principe de l’attention consiste à
mesurer le lien entre deux éléments de deux séquences, l’auto-attention correspond au
même mécanisme appliqué à une seule séquence. En effet, l’auto-attention permet de
déterminer les relations entre les différents tokens d’une même séquence. Ici, l’auto-
attention est multi-head, cela signifie que les calculs sont effectués en parallèle par
plusieurs têtes d’attention (figure 2.8). Pour les décodeurs, ils contiennent également
un bloc d’auto-attention et un bloc de réseau à propagation avant, avec en plus un bloc
d’attention Encoder-Decoder permettant de faire le lien entre la séquence encodée en
entrée, et la séquence de sortie qui est décodée. Le schéma du Transformer est visible
en figure 2.7.

Suite au développement du Transformer et surtout de l’auto-attention, deux premiers
modèles de référence fondés sur cette architecture ont été publiés : OpenAI a publié
GPT [118] (pour Generative Pre-trained Transformer), un modèle de langage auto-
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Figure 2.7 – Schéma du Transformer

Figure 2.8 – Schéma de la multi-head attention

régressif, et Google a publié BERT [33] (pour Bidirectional Encoder Representations
from Transformers), un modèle de langage bidirectionnel.

Les modèles auto-régressifs, comme GPT, sont composés uniquement de décodeurs.
Ainsi, leur tâche d’entraînement est adaptée à leur structure : pour apprendre, le
modèle tente donc de prédire un token en utilisant seulement les précédents. En ce qui
concerne les modèles similaires à BERT, ils sont composés uniquement d’encodeurs
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Figure 2.9 – Fonctionnement du modèle BERT, extrait de [33]

et sont entraînés en utilisant le MLM (Masked language modeling), qui consiste à
masquer une partie du texte donné au modèle avec un token spécifique, et laisser le
modèle trouver le token masqué en se basant sur le texte qui sert de contexte.

Avec ce type de modèle, l’utilisation d’une représentation du texte apprise au préa-
lable n’est plus nécessaire, puisque l’architecture permet directement d’apprendre cette
représentation de manière auto-supervisée. L’idée est donc d’entraîner les modèles
Transformer sur de grandes quantités de données non annotées, afin d’obtenir une
représentation de la langue. Les données utilisées sont généralement génériques, afin
d’obtenir une représentation de la langue la plus générique possible. Ces modèles sont
ensuite affinés sur les données cibles afin d’être adaptés à la tâche traitée.

BERT [33] a donc posé les bases des modèles Transformer bidirectionnels. Il s’agit
d’un modèle composé de plusieurs couches de bloc Transformer (uniquement les en-
codeurs), publié par Google en 2019. À sa publication, le modèle est disponible en
deux tailles : BERT-base et BERT-large. BERT-base est composé de 12 couches (de
bloc Transformer), avec une sortie de taille 768, 12 têtes d’attention, et 110 millions
de paramètres au total. Quant à BERT-large, il est composé de 24 couches, avec une
taille de sortie de 1024, 16 têtes d’attention, et 340 millions de paramètres au total.
Les deux modèles sont entraînés avec la même quantité de données. Cependant, avec
plus de couches, le grand modèle contient plus de paramètres et est censé être plus
efficace que le petit, bien qu’il soit plus long à entraîner.

BERT a été pré-entraîné grâce à l’auto-supervision. L’apprentissage auto-supervisé
peut être considéré comme étant à la frontière entre l’apprentissage supervisé et non
supervisé. Les tâches utilisées pour l’apprentissage du modèle sont deux tâches non
supervisées : MLM et NSP. Le MLM, pour Masked Language Model, consiste à mas-
quer aléatoirement un certain pourcentage des tokens d’entrée, avant d’essayer de les
prédire. Le NSP, pour Next Sentence Prediction, consiste à prédire si une phrase B
suit une phrase A (voir figure 2.9 pour le fonctionnement de BERT). Le BooksCorpus
(800 millions de mots) [176] et le Wikipedia anglais (2 500 millions de mots) ont été
utilisés pour le pré-entraînement de BERT.

Plusieurs analyses des couches de BERT et des têtes d’attention ont permis d’identifier
que le modèle contenait des informations sémantiques [27, 63] et syntaxiques [24, 27,
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48, 58, 63, 85, 155]. Il a également été démontré que certaines des têtes d’attentions
pouvaient être retirées sans affecter les performances de l’attention. Cela conduirait à
un changement de fonction des têtes d’attention restantes [155]. Enfin, l’analyse des
couches de BERT a permis de révéler les informations contenues dans chacune d’entre-
elles. Ainsi, les dernières couches contiennent des informations liées à la structure de
la phrase, tandis que celles du milieu contiennent des informations syntaxiques, et les
premières couches des caractéristiques syntaxiques [63, 85]. Cependant, si certaines
études mettent en avant la structure du modèle, d’autres au contraire remettent au
cause la forte corrélation entre les poids d’attention et les conclusions tirées [18, 62,
137, 162]. Ainsi, la littérature n’est pas encore claire sur ce point.

Après la publication de BERT et de GPT, de nombreux modèles ont suivi. BERT
a donc été décliné en plusieurs versions. Par exemple, RoBERTa [89], est un modèle
beaucoup plus gros que BERT. Il est entraîné sur dix fois plus de données que BERT,
et possède 48 couches et cinq fois plus de paramètre. Ici, la tâche de NSP a été suppri-
mée, car elle ne montrait pas d’intérêt pour l’entraînement du modèle. Pour le modèle
AlBERT [76], la tâche de NSP a cette fois été remplacée par celle de SOP (Sentence Or-
der Prediction), c’est-à-dire que le modèle doit déterminer l’ordre de paires de phrases.
Il s’agit de variations de BERT, sans réelles modifications d’architecture.

Dans le cas d’OpenAI, le modèle GPT-2 [119] a également été publié. Pour ce mo-
dèle, la quantité de données d’entraînement a été grandement augmentée, ainsi que le
nombre de paramètres. Puis plus récemment, GPT-3 [17] fut publié. Avec encore plus
de données d’entraînement et plus de paramètres, ce modèle est le plus performant
des trois modèles publiés par OpenAI.

D’autres modèles tels que le T5 [121], Transformer-XL [29], ELECTRA [25] ou encore
DistilBERT [131] (cette liste est non exhaustive), tous fondés sur la couche Trans-
former, ont également été publiés. Le T5 (Text-to-Text Transfer Transformer) [121]
utilise une approche texte-à-texte. Le modèle possède donc un décodeur bidirection-
nel permettant de générer le texte en sortie. Le Transformer-XL [29] fonctionne sur
un principe semblable à de la récurrence, la différence étant que les états cachés sont
transmis plutôt que d’être réinitialisés à chaque segment. Pour ELECTRA [25], les
masques du MLM sont remplacés par des tokens plausibles qui sont générés par un
réseau partageant ses poids avec le modèle. Pour chaque token, le modèle doit donc
déterminer s’il a été généré ou non. Enfin, dans le cas de DistilBERT, le modèle a été
entraîné sur les prédictions de BERT et a donc appris à imiter ce modèle.

Comme nous venons de le voir, la plupart des modèles fondés sur les Transformer sont
très proches du modèle BERT, puisqu’ils en sont dérivés. Par conséquent, nous nous
concentrons principalement sur ce modèle. En effet, c’est BERT qui a été sélectionné
comme modèle de référence pour réaliser nos expérimentations.

Même si les algorithmes classiques d’apprentissage automatique, utilisant ou non les
réseaux de neurones, ont été beaucoup appliqués à l’analyse des sentiments, les modèles
Transformer constituent l’état de l’art actuel. Dans (Li et al.) et (Hoang et al., 2019),
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BERT a été utilisé pour l’analyse de sentiments fondée sur l’aspect 13. En effet, (Li
et al., 2019) l’ont utilisé comme représentation du texte, en ajoutant un classifieur
en aval [82]. Plusieurs classifieurs ont été testés pour cette configuration : une couche
linéaire, un GRU, de l’auto-attention ou encore un CRF. L’utilisation de BERT comme
représentation a permis à chacun de ces classifieurs d’obtenir de meilleurs scores qu’en
utilisant d’autres types de représentations. (Hoang et al., 2019) ont affiné BERT sur des
données réelles et générées pour créer un classificateur de sentiments [56]. (Gao et al.,
2019) ont également affiné BERT pour l’analyse de sentiments selon sur la cible [42].
Les modèles BERT, mais aussi RoBERTa, DistilBERT, T5 et XLNet ont été affinés
et comparés pour l’analyse de sentiments sur les données IMDB [116]. Il a été montré
que les modèles Transformer surpassent les LSTM bidirectionnels en précision.

2.4 Conclusion
Dans ce chapitre, nous avons vu que l’analyse de sentiments et la reconnaissance

d’opinion consistait en deux tâches différentes, mais pourtant confondues dans la litté-
rature. Bien que quatre parmi cinq informations du quintuplet nécessaire à une opinion
soient considérées comme connu, en ne détectant que la polarité des tweets, nous nous
rapprochons de la tâche d’analyse de sentiments. Afin de réaliser cette tâche d’analyse
de sentiments, nous avons pu voir différentes approches : les approches traditionnelles
d’apprentissage automatique, les réseaux de neurones pour le traitement de séquences,
et les modèles fondés sur la couche Transformer.

Il est clair maintenant que les modèles Transformer sont l’état de l’art pour l’analyse de
sentiments. Ils fonctionnent sur principe suivant : tout d’abord, un pré-apprentissage
de représentation auto-supervisé est réalisé afin de représenter au mieux la sémantique
d’un texte exprimé dans un langage donné. Puis la tâche de classification est effectuée
grâce à l’utilisation d’une couche de décision en aval, qui peut être affinée de façon
supervisée. Ceci permet de résoudre une tâche spécifique de classification par exemple,
comme l’analyse de sentiments.

Or, comme nous l’avons expliqué dans ce chapitre, ces architectures sont complexes
et surtout très gourmandes en ressources (données, mémoire et calculs). Ainsi, réaliser
l’apprentissage de zéro est presque impossible lorsque l’on n’est pas une grande entre-
prise comme Google ou OpenAI, car ces ressources sont difficilement accessibles.

Cependant, réaliser cet apprentissage n’est pas forcément nécessaire. En effet, le pré-
entraînement permet d’apprendre la représentation d’une langue et non d’un cor-
pus de texte. Ainsi, les modèles mis à disposition librement (sur HuggingFace par
exemple) pourraient suffire à résoudre un problème de TAL, grâce à l’utilisation du
fine-tuning.

Dans le cas de la classification de sentiments dans des tweets, une question reste ou-
verte vis-à-vis de ce procédé. En effet, les tweets étant composés d’un vocabulaire
spécifique (langage familier, abréviation, fautes, hashtag, etc), nous pouvons nous in-

13. Consiste à trouver à la fois la polarité de l’opinion et l’objet
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terroger sur la pertinence des modèles de langues anglais pour traiter le vocabulaire
de Twitter.

Nous proposons d’approfondir cette question dans le prochain chapitre, en nous inté-
ressant à l’analyse de sentiments dans les tweets avec des modèles Transformer dans le
cas où l’apprentissage d’une représentation spécifique aux tweets est impossible. Nous
nous intéressons principalement à BERT [33], l’un des deux premiers modèles Trans-
former [151] publié. En effet, ce modèle a inspiré les nombreux modèles Transformer
auto-encodeurs suivants.
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Chapitre 3

Analyse de sentiment avec des
ressources limitées

Résumé
Ce chapitre est consacré à la définition d’une ligne de conduite à suivre afin de

faire de l’analyse de sentiments sur des tweets en ayant à disposition un unique GPU.
Notre objectif est de mettre en place une série de lignes directrices maximisant les
performances de BERT, tout en évitant le problème de l’oubli catastrophique grâce au
gel des couches et au maintien d’un taux d’apprentissage faible. Plus précisément, il
s’agit d’étudier différents types d’apprentissages (le fine-tuning et la poursuite du pré-
apprentissage de modèles génériques, ainsi que l’utilisation d’un modèle uniquement
entraîné sur des données Twitter), ainsi que le traitement d’éléments du texte propres
à Twitter tels que les emojis, les URL, ou les mentions utilisateurs. Nous montrons
que si poursuivre le pré-apprentissage d’un modèle générique sur des tweets permet
d’atteindre des performances similaires à celles des modèles entraînés sur des données
Twitter, le coût en ressources et en temps reste élevé. Il semble donc préférable d’af-
finer un modèle déjà appris sur des tweets lorsque cela est possible, dans notre cas
BERTweet.

Sommaire
3.1 Utilisation des modèles Transformer avec des ressources

limitées . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54
3.1.1 Utilisation du fine-tuning . . . . . . . . . . . . . . . . . . . 54
3.1.2 Poursuivre le pré-apprentissage du modèle . . . . . . . . . . 55
3.1.3 Utilisation d’un modèle spécifique quand cela est possible . 56
3.1.4 Discussion . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56

3.2 Protocole . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
3.2.1 Expérimentations . . . . . . . . . . . . . . . . . . . . . . . . 57
3.2.2 Jeux de données pour l’analyse de sentiments . . . . . . . . 58

3.3 Quelles sont les bonnes pratiques pour faire de l’analyse de
sentiments avec des ressources limitées ? . . . . . . . . . . . 60

51



3.3.1 Choix de la taille du modèle . . . . . . . . . . . . . . . . . . 60
3.3.2 Gérer l’oubli catastrophique . . . . . . . . . . . . . . . . . . 61
3.3.3 Choisir le type d’apprentissage pour BERT-base . . . . . . 64
3.3.4 Traiter le vocabulaire spécifique de Twitter . . . . . . . . . 67
3.3.5 Résultats . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70

3.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72

Saagie - INSA Rouen Normandie 52



Analyse de sentiment avec des res-
sources limitées
Dans le chapitre précédent, nous avons vu que les réseaux de neurones profonds,

et en particulier les modèles Transformer, sont actuellement à l’état de l’art pour
l’analyse de sentiments. Les modèles les plus récents, fondés sur la couche Transformer
[151], ont révolutionné le traitement du automatique du langage naturel (TAL) : GPT
[118] et BERT [33] ont été les deux premiers modèles publiés, suivis par une série
d’autres [17, 25, 29, 76, 89, 104, 119, 121, 130]. Ils ont permis d’améliorer les approches
classiques d’apprentissage profond pour la tâche d’analyse de sentiments [116]. Nous
avons donc sélectionné les modèles Transformer, et en particulier le modèle BERT,
pour la poursuite de nos expérimentations.

Les modèles d’apprentissage profond ont besoin de beaucoup de ressources. Cela est
particulièrement vrai pour les modèles Transformer qui ont besoin de données, de
temps et de GPU pour être entraînés. Par exemple, l’un des modèles les plus po-
pulaires actuellement, GPT-3, est 1 000 fois plus grand que GPT-2 (175 milliards de
paramètres pour GPT-3) et a été entraîné en utilisant l’équivalent de 355 GPU/année,
ce qui représente 4,6 millions de dollars 1. En effet, un tel apprentissage nécessiterait
355 ans en utilisant un Tesla V100, le GPU le plus rapide du marché lors de la publi-
cation de GPT-3. Malheureusement, peu de personnes peuvent se permettre ce genre
d’entraînement et la majorité ne peut avoir accès qu’à un seul GPU pour entraîner
des modèles.

Comme tout le monde ne peut pas avoir accès à cette quantité de CPU ou de GPU, il
faut trouver une solution alternative. DistilBERT [130], une version distillée de BERT,
donc plus petite et moins gourmande en ressources, et qui a appris à imiter BERT,
pourrait être une solution au manque de ressources car il ne possède que 66 millions
de paramètres. Mais ce modèle réalise également des performances inférieures à celles
de BERT [116]. L’une des meilleures solutions est d’utiliser un modèle pré-entraîné,
et de l’affiner sur les jeux de données cible pour le spécialiser [59]. Affiner un modèle
pré-entraîné sur des données sources consiste à adapter ses poids en utilisant un jeu de
données cible grâce à de l’entraînement supplémentaire. Cette méthode a été exploitée
pour l’analyse des sentiments avec succès avec des modèles d’apprentissage profond et
de Transformer [59, 64, 146, 165].

Le fine-tuning a également une faiblesse : il est sensible à l’oubli catastrophique [97].
En effet, lorsque les modèles d’apprentissage profond sont affinés, ils ont tendance
à oublier les connaissances qu’ils ont acquises lors de leur pré-entraînement. Ceci est
particulièrement vrai dans le cas des modèles Transformer tels que BERT, qui peuvent
avoir des difficultés à s’adapter aux jeux de données cible [144].

Dans ce chapitre, nous proposons donc un ensemble de bonnes pratiques pour effec-
tuer de l’analyse de sentiments sur Twitter, en utilisant des modèles Transformer à
l’état de l’art lorsque les ressources sont limitées. La suite de ce chapitre est organisée

1. https://lambdalabs.com/blog/demystifying-gpt-3/
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comme suit : nous présentons tout d’abord un panorama sur l’utilisation des modèles
Transformer avec des ressources limitées. Puis, nous décrivons les jeux de données
utilisés ainsi que le dispositif expérimental, avant de présenter nos recommandations,
qui comprennent le choix de la taille du modèle et de l’approche d’apprentissage. Des
solutions à l’oubli catastrophique sont ensuite proposées, et nous terminons par la
manière de gérer les particularités du vocabulaire de Twitter.

3.1 Utilisation des modèles Transformer avec des
ressources limitées

Au vu de l’impressionnante puissance de calcul nécessaire pour l’apprentissage d’un
modèle Transformer, peu de personnes peuvent se permettre d’apprendre ce type de
modèle depuis zéro. Il faut donc trouver des solutions permettant tout de même de
réaliser de la classification en étant à l’état de l’art, malgré des modèles gourmands en
données d’entraînement, temps d’apprentissage ou encore mémoire, dû au nombre de
paramètres des modèles. Dans cette section, nous verrons qu’il est possible de réaliser
notre tâche en utilisant tout de même ces modèles, en ayant des ressources limitées.
Nous parlons tout d’abord de l’utilisation du fine-tuning (ou affinage du modèle), puis
nous voyons la poursuite du pré-apprentissage du modèle, et enfin, nous terminons
l’utilisation de modèles spécialisés sur notre type de données, lorsque ces modèles
existent.

3.1.1 Utilisation du fine-tuning
Le fine-tuning peut être utilisé pour adapter un modèle générique. Celui-ci permet

d’utiliser les connaissances acquises lors du pré-entraînement sur une tâche source, et
de les appliquer sur une tâche cible. Concernant les modèles Transformer, qui sont
gourmands et coûteux à entraîner, ils sont conçus pour être affinés, afin d’être adaptés
aux jeux de données ainsi qu’aux tâches cibles.

Cependant, ce genre de méthode est souvent confronté à l’oubli catastrophique (ca-
tastrophic forgetting) : BERT oublie progressivement une partie des connaissances
acquises pendant son pré-apprentissage. Concrètement, cela signifie que pendant l’af-
finage du modèle, la mise à jour des poids se fait brutalement, ce qui entraîne une
stagnation des performances du modèle, ou encore un sur-apprentissage sur le jeu de
données. Afin d’éviter l’oubli catastrophique, plusieurs solutions sont possibles. La pre-
mière solution consiste à geler certaines couches du modèle, c’est-à-dire empêcher la
mise à jour des poids de ces couches. Dans ULMFiT [59], (Howard and Ruder, 2018)
recommandent d’utiliser le dégel progressif (gradual unfreezing), c’est-à-dire de com-
mencer le fine-tuning en gelant toutes les couches sauf la dernière, puis de les dégeler
progressivement, une par une, après chaque epoch. Le modèle est ainsi affiné jusqu’à
convergence. (Nguyen et al., 2020) proposent le gel critique (critical freezing), une
solution plus simple avec laquelle seules les premières couches du modèle sont gelées
[105]. Plus précisément, (Lee et al., 2019) ont effectué plusieurs tests concernant le gel
des couches du modèle, et ont obtenu les meilleurs résultats en affinant seulement le
dernier quart du modèle [80]. Ainsi, les premières couches sont gelées, jusqu’à la neu-
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vième couche pour BERT-base, et jusqu’à la dix-huitième couche pour BERT-large.
Cette méthode force le modèle à conserver la majorité de ses connaissances, et à ne
mettre à jour que ses dernières couches. Une autre solution pour limiter l’oubli ca-
tastrophique est d’utiliser un faible taux d’apprentissage. (Howard and Ruder, 2018)
proposent ici d’utiliser le slanted triangular learning rate [59]. Cette méthode consiste
à débuter l’apprentissage avec un taux d’apprentissage faible, puis à l’augmenter rapi-
dement, avant de le diminuer à nouveau, lentement, comme illustré en figure 3.1. Selon
(Nguyen et al., 2020), simplement conserver un taux d’apprentissage faible et constant
permet d’éviter l’oubli catastrophique [105]. Dans ce chapitre, nous nous focalisons sur
les solutions apportées par (Lee et al., 2019), c’est-à-dire geler toutes les couches sauf
le dernier quart [80], ainsi que celles de (Nguyen et al., 2020) concernant l’utilisation
d’un taux d’apprentissage faible [105]. Ces solutions sont proches de celles apportées
par ULMFiT [59], qui concernent à la fois le gel des couches et le taux d’apprentis-
sage. Elles sont cependant plus simples et rapides à mettre en place, puisque qu’aucun
changement n’est effectué durant le fine-tuning du modèle.

Figure 3.1 – Slanted triangular learning rate

Après avoir mis en avant les avantages du fine-tuning, ainsi que ses inconvénients, dans
la partie suivante nous décrivons la poursuite du pré-apprentissage du modèle.

3.1.2 Poursuivre le pré-apprentissage du modèle
Les modèles pré-entraînés sur des données génériques correspondent à une repré-

sentation de la langue générique, commune, c’est-à-dire non spécialisée sur un thème
ou un type de données en particulier. Ainsi, une autre solution possible, lorsque le
manque de ressources ne permet pas l’apprentissage d’un modèle de zéro est de pour-
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suivre l’entraînement d’un modèle générique sur le type de données cible [20, 144]. En
faisant cela, la représentation générique de la langue se spécialise sur les spécificités
des données cibles, dans notre cas sur les tweets.

Poursuivre le pré-entraînement d’un modèle consiste donc à continuer les tâches de pré-
apprentissage sur des données supplémentaires. Par exemple, pour BERT, les tâches
de MLM (Masked language modeling) et de NSP (Next Sentence Prediction) seraient
utilisées. Puisque le modèle générique pré-entraîné subit un véritable second appren-
tissage sur un type de données spécifique, comme des tweets, cette méthode permet
de l’adapter à ce type de données de manière plus efficace qu’avec du fine-tuning, où
seul la tâche est apprise.

3.1.3 Utilisation d’un modèle spécifique quand cela est pos-
sible

Les deux solutions décrites précédemment s’appuient sur l’utilisation de modèles
pré-entraînés, nous n’avons donc pas réalisé d’apprentissage de modèle de zéro. En
effet, effectuer un tel apprentissage d’un modèle Twitter de zéro est presque impossible
lorsque les ressources sont limitées. La publication de BERTweet [104] résout en partie
ce problème, puisqu’il s’agit d’un modèle non pas générique, mais pré-entraîné sur
des données Twitter. Ce modèle utilise la même architecture que BERT-base. Il est
entraîné sur 850 millions de tweets (80GB) en utilisant la démojisation, qui consiste
à remplacer un emoji par son texte. (Nguyen et al., 2020) se sont servis de 8 GPU
V100 de 32GO pour entraîner le modèle, pendant 4 semaines, en utilisant un batch
de 7 000 tweets pendant 40 epochs [104]. L’implémentation de RoBERTa [89] de la
librairie fairseq [108] a été utilisée pour l’apprentissage du modèle.

Un modèle spécialisé sur les données issues de Twitter sera plus adapté aux tweets,
et nécessitera seulement une étape de fine-tuning pour apprendre la tâche de classi-
fication. Si ce type de modèle existe pour BERT et les données Twitter, les modèles
spécialisés restent rares. De plus, pour les modèles réutilisant les architectures des mo-
dèles Transformer existants, il y a un délai entre la publication du modèle générique
et sa version spécialisé. En effet, le modèle BERT a été publié en 2019, et BERT-
weet seulement un an après, en 2020. Ainsi, apprendre les bonnes méthodes pour le
fine-tuning de modèles génériques sur des données Twitter est également important,
puisque les modèles Transformer spécifiques ne sont pas forcément disponibles, ou ne
sont pas entraînés immédiatement après leur équivalent générique.

3.1.4 Discussion
Nous venons de décrire trois approches différentes permettant de gérer le manque

de ressources pour une tâche de classification : l’affinage d’un modèle Transformer gé-
nérique (BERT), la poursuite du pré-apprentissage du même modèle, et enfin, le fine-
tuning d’un modèle Twitter. Intuitivement, nous pouvons considérer que la meilleure
méthode est l’utilisation d’un modèle spécifique, entraîné sur le même type de données
que les données cibles, comme BERTweet pour les données Twitter. En effet, l’utili-
sation d’un modèle spécialisé permet d’obtenir non seulement des poids plus proches
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des données Twitter dans le modèle de langage, mais également des tokens 2 qui cor-
respondent mieux au vocabulaire des tweets, avec ses caractères spéciaux, etc.

Si pour BERT, le modèle que nous avons sélectionné, une version Twitter est dispo-
nible, ce n’est pas le cas pour tous les autres modèles Transformer publiés. En effet,
les modèles génériques sont plus courants que les modèles spécialisés. De plus, lors
de la publication d’un nouveau modèle, seul la version générique sera disponible dans
un premier temps. Il est donc nécessaire de pouvoir adapter ce type de modèle à des
données Twitter, ou de manière générale, à des données non génériques.

Dans la suite de ce chapitre, nous proposons donc de comparer ces trois approches, de
manière à mesurer l’impact de l’utilisation d’un modèle spécialisé. Nous avons testé
ces approches en utilisant six jeux de données publiques, décrit ci-dessous. Dans la
partie suivante, nous donnons des recommandations permettant de faire de l’analyse
de sentiments en ressources limitées.

3.2 Protocole
Dans le but d’établir nos recommandations pour l’analyse de sentiments Twitter

avec des ressources limitées, nous avons mis en place un protocole pour nos expéri-
mentations. Ce protocole est défini ci-dessous.

3.2.1 Expérimentations
Puisque notre objectif est d’étudier les conditions expérimentales dans lesquelles

on dispose de ressources limitées, toutes les expériences présentées ci-dessous ont été
menées sur un seul GPU abordable et non destiné à être utilisé dans des centres de
données : un NVIDIA GeForce GTX 1080 avec 8 Go de RAM.

Deux tailles de batch 3 différentes ont été utilisées, en fonction de la taille du modèle.
Pour BERT-base, nous avons utilisé une taille de batch de 16, avec une accumulation
de gradients de 2 (c’est-à-dire que les gradients de 2 batchs sont accumulés avant d’être
retropropagés), pour obtenir une taille de batch finale de 32, qui est la plus grande taille
de batch recommandée pour BERT [94] compatible avec notre GPU. Pour BERT-large,
la taille de batch maximale que nous pouvions utiliser sans saturer le GPU était de
4. Nous avions donc une accumulation de gradients de 8, pour obtenir également une
taille de batch finale de 32. Enfin, la classification est réalisée en utilisant uniquement
le modèle BERT affiné.

Pour affiner nos modèles, nous avons dû établir un protocole expérimental afin de
rendre les différents résultats comparables et d’éviter de tirer des conclusions faus-
sées. Tout d’abord, toutes les expériences ont été menées en utilisant 10 découpages
aléatoires stratifiés 4 de chaque base de données avec 80% pour l’entraînement et 20%

2. Instance d’une séquence de caractères dans un document, regroupés comme une unité séman-
tique utile pour le traitement Stanford NLP Group

3. Regroupement des données par lots
4. Les proportions de classes sont conservées dans chaque sous-ensemble.
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pour le test. Les modèles ont été affinés sur chaque découpage pour un maximum de 20
epochs, jusqu’à atteindre la convergence de la fonction de perte d’apprentissage. Avec
tous ces résultats, nous avons calculé un score moyen pour chaque modèle, ainsi qu’un
écart-type. Afin d’évaluer les différentes méthodes, nous avons utilisé le score f1 5, qui
est la mesure la plus utilisée en analyse de sentiments. En effet, les jeux de données
d’analyse de sentiments sont souvent déséquilibrés, et le score f1 permet de mieux
gérer ce déséquilibre de classe. Dans la partie suivante, nous verrons les différents jeux
de données que nous avons utilisés pour nos expérimentations.

3.2.2 Jeux de données pour l’analyse de sentiments
Pour nos expérimentations, nous avons dû nous constituer un ensemble de corpus.

Nous nous sommes intéressés aux jeux de données publiques, d’une part parce qu’ils
sont gratuits et facilement accessibles, mais également afin de pouvoir nous comparer
à la communauté. Chacun de ces jeux de données est sélectionné pour leur tâche de
classification. En effet, puisque nous faisons de l’analyse de sentiments, une partie des
corpus ont un thème similaire, comme la haine, la misogynie, ou l’agressivité. Enfin,
les autres jeux de données ont des thématiques plus classiques, comme la détection du
sentiments, ou de l’ironie. Dans cette partie, nous présentons chacun de ces jeux de
données, dont la répartition est récapitulée dans le tableau 3.1.

HatEval [10] correspond à la tâche 5 du concours SemEval 2019. Cette tâche consiste
à détecter la haine contre les immigrants et les femmes dans les données Twitter.
Les tweets ont été principalement collectés entre juillet et septembre 2018 en utilisant
trois approches différentes : l’utilisation de mots-clés pour filtrer les flux Twitter, l’uti-
lisation de l’historique des utilisateurs postant des messages haineux précédemment
détectés, et la surveillance des comptes qui pourraient être victimes de haine. Il existe
deux ensembles de données : en Anglais et en Espagnol. Ayant participé à cette tâche
SemEval (notre participation est décrite dans le Chapitre 5), nous avons exploré les
corpus des deux langues. Cependant, pour nos expérimentations, nous avons unique-
ment utilisé le jeu de données en Anglais composé de 13 000 tweets (5 790 tweets non
haineux et 4 210 tweets haineux pour la partie train).

OffensEval [170] est la tâche 6 de la compétition SemEval 2019. L’objectif est de
classer un jeu de données de 14 100 tweets (13 240 pour l’apprentissage et 860 pour
la validation) entre offensif et non offensif. Les tweets ont été collectés en utilisant des
mots-clés [169] et annotés grâce au CrowdSourcing 6. Le jeu de données d’entraînement
contient un total de 13 240 tweets : 8 840 non-offensifs (66,8 %) et 4 400 offensifs (33,2
%).

IberEval [36] est le jeu de données utilisé dans le cadre de la compétition AMI (Au-
tomatic Misogyny Identification) en 2018. Pour cette compétition, l’objectif était de
détecter la misogynie dans les tweets. Le jeu de données est composé de 1 683 tweets

5. évalue la capacité d’un modèle de classification à prédire efficacement les individus positifs, en
faisant un compromis entre la precision (taux de prédictions positives correctes) et le recall (taux de
positifs correctement prédits)

6. Consiste à faire appel au grand public pour participer à la création d’un élément. 360-
Webmarketing
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non misogynes, et de 1 568 tweets qui contiennent de la misogynie. Ce jeu de données
est le seul de notre ensemble de corpus qui ne provient pas de SemEval.

Pour le jeu de donnée de la tâche 6a de SemEval 2016 [100], nous avons utilisé le
jeu d’entraînement, qui contient 2 914 tweets, répartis en trois classes : 1 762 tweets
négatifs, 963 tweets positifs et 189 qui correspondent à la classe ”autre”. Le but de la
tâche ici est de faire de la détection de posture sur les cinq cibles suivantes : ’Athéisme”,
”Le changement climatique est une préoccupation réelle” 7, ”Mouvement féministe”,
”Hillary Clinton” et ”Légalisation de l’avortement”.

Le corpus de la tâche 4 de SemEval 2017 [127] est une reprise de la tâche 4 de Se-
mEval 2016 [103]. Elle comporte cinq sous-tâches, mais nous n’avons utilisé que la
sous-tâche A, qui vise à effectuer une analyse de sentiments dans des tweets sur une
échelle de trois niveaux (positif, neutre et négatif). La tâche est disponible en deux
langues : anglais et arabe. Nous avons travaillé avec le jeu de données anglais, qui
contient un total de 62 617 tweets (50 333 pour le jeu de données d’entraînement et
12 284 pour le jeu de données de test). Ces données correspondent à différents thèmes
d’entités nommées (par exemple Donald Trump, iPhone...), entité géopolitiques (Alep,
Palestine...), ainsi que d’autres thématique comme les réfugiés syriens, le Dakota Access
Pipeline, les médias occidentaux, le contrôle des armes à feu ou encore le végétarisme.
Elles ont été annotées grâce au CrowdSourcing.

Enfin, le dernier jeu de données de notre ensemble est celui utilisé pour la tâche 3 de
SemEval 2018 [150]. Le corpus contient 3 000 tweets, avec 2 396 tweets ironiques et
604 autres non ironiques. Cette tâche a pour objectif la détection d’ironie, qui est une
branche de l’analyse de sentiments.

Nous pouvons constater que les bases de données existantes dans la littérature pré-
sentent des situations diverses. Par exemple, la tâche 9 de SemEval 2015 comporte
peu de tweets, ce qui rend difficile l’apprentissage avec des modèles Transformer. Les
jeux de données des tâches 10 et 11 de SemEval 2015 sont également déséquilibrées.
Tous ces éléments compliquent l’utilisation de modèles d’apprentissage profond. Ainsi,
nous avons sélectionné les bases décrites ci-dessus, car elles présentent l’avantage d’être
diverses et variées, tout en permettant l’utilisation des modèles à l’état de l’art.

Jeux de données Classe 1 Classe 2 Classe 3
HateEval 4 210 haineux 5 790 non haineux -
OffensEval 4 400 agressifs 8 840 non agressifs -
IberEval 1 568 misogynes 1 683 non misogynes -

SE2016 tâche 6 963 positifs 1 762 négatifs 189 ”autres”
SE2017 tâche 4a 19 902 positifs 7 840 négatifs 22 591 neutres
SE2018 tâche 3a 2 396 ironiques 604 non ironiques -

Table 3.1 – Distribution des classes des jeux de données

7. « Climate Change is a Real Concern »
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3.3 Quelles sont les bonnes pratiques pour faire de
l’analyse de sentiments avec des ressources li-
mitées ?

Dans cette partie, nous commençons par comparer les deux tailles de modèles,
BERT-base et BERT-large. Nous poursuivons en testant les deux modèles BERT sur
l’oubli catastrophique, en proposant une solution lorsque le modèle y est sensible, puis
nous faisons un choix sur le type d’apprentissage à favoriser. Enfin, nous terminons
par voir les spécificités du vocabulaire Twitter, ainsi que les pré-traitements à leur
appliquer pour faire de la classification de sentiments.

3.3.1 Choix de la taille du modèle
Le modèle BERT existe en différentes tailles : BERT-base et BERT-large. Les dif-

férences entre ces deux modèles sont le nombre de couches (12 pour BERT-base, 24
pour BERT-large), le nombre de têtes d’attention (12 têtes d’attention pour BERT-
base, 16 têtes d’attention pour BERT-large) et le nombre de paramètres (110 millions
de paramètres pour BERT-base, 340 millions de paramètres pour BERT-large). Avec
plus de paramètres et plus de têtes d’attention, nous pouvons nous attendre à ce que
BERT-large ait de meilleures performances de prédiction que le plus petit modèle,
BERT-base. Mais les modèles plus grands sont également plus longs et plus difficiles
à entraîner et à affiner. Notre objectif ici est donc de comparer les scores, les écarts-
types et les temps de fine-tuning des deux modèles afin de déterminer si l’utilisation de
BERT-large sur les tweets améliore réellement la classification, même si les ressources
sont limitées.

Dans le tableau 3.2, les résultats du score f1 moyen, ainsi que les écarts-types, sont
présentés pour le fine-tuning de BERT-base et BERT-large. Puisque nous sommes
plus particulièrement intéressés par les ressources et le temps de calcul, le tableau 3.2
présente également le temps d’affinage et d’entraînement pour chaque taille de modèle,
sur chacun des jeux de données.

BERT-base BERT-large
F1 std temps (sec) F1 std temps (sec)

HateEval 83,08 1,01 43 248 82,95 1,08 145 180
OffensEval 78,33 0,86 57 004 78,5 0,93 192 189
IberEval 80,32 2,47 14 106 79,91 2,25 46 857

SE2016 tâche 6 68,17 3,43 12 567 66,05 3,4 42 379
SE2017 tâche 4a 72,77 1,07 89 176 73,35 1,04 299 630
SE2018 tâche 3a 71,9 1,83 16 445 71,68 2,53 55 426

Table 3.2 – Scores F1 et écarts-types (std) pour BERT-base et BERT-large

Contrairement à ce que l’on pourrait penser, les résultats du tableau 3.2 montrent que
l’utilisation de BERT-large n’améliore pas les performances du modèle. Les scores f1 de
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BERT-large sont, en effet, similaires à ceux de BERT-base. L’utilisation du plus grand
modèle permet au mieux de gagner 0,58 points de score F1 pour le jeu de données de
SemEval 2017 tâche 4a, mais fais également perdre jusqu’à 2,12 points de score F1 pour
le corpus de SemEval 2016 tâche 6. Ces résultats sont en contradiction avec l’intuition
que l’on peut avoir sur les grands modèles profonds : plus le modèle a de paramètres,
plus il est performant. En effet, dans ce cas, non seulement l’utilisation du plus grand
modèle n’améliore pas les scores, mais elle augmente fortement le temps de fine-tuning
(en moyenne 3,36 fois plus long). La figure 3.2 nous montre l’évolution du score F1
moyen au fil des epochs. Chaque courbe correspond aux différents taux d’apprentissage
et états des couches (gelées ou non). Comme nous pouvons le voir sur la figure 3.2,
le score F1 continue d’augmenter pour le jeu de données SemEval 2016 tâche 6. Ce
jeu de données est le plus petit dans notre ensemble de corpus, donc cela pourrait
indiquer que la quantité de données n’est pas suffisante pour affiner correctement le
grand modèle. Au contraire, le score F1 pour le jeu de données SemEval 2017 tâche
4a, qui est le plus grand de notre ensemble, s’est stabilisé avant la dernière epoch, ce
qui peut être identifié comme une quantité suffisante de données.

Comme nous venons de le voir, les résultats présentés dans le tableau 3.2 sont contraires
à l’intuition sur les grands modèles avec beaucoup de paramètres. Cela nous amène
à nous demander si les performances de BERT-large ne sont pas freinées par l’oubli
catastrophique.

3.3.2 Gérer l’oubli catastrophique
Dans la partie précédente, nous avons pu voir que l’apprentissage de BERT-large

semblait freiné par l’oubli catastrophique [97] lors de son fine-tuning. Afin de vérifier
cela, nous proposons de mener une série d’expérimentation, à la fois sur BERT-base
et BERT-large afin de vérifier la perte de connaissances. Pour cela, nous avons repris
les solutions à l’oubli catastrophique décrites dans la partie 3.1.1, c’est-à-dire le gel de
certaines des couches du modèle [80], ainsi que l’utilisation d’un taux d’apprentissage
faible [105]. Nous avons donc comparé trois différents taux d’apprentissage, un taux
élevé (5e−5), un taux moyen (3e−5) et un taux faible (1e−5), que nous avons combinés
ou non au gel de certaines couches du modèle (toutes, sauf le dernier quart).

Notre modèle a donc été affiné dans ces différentes configurations, et nous avons évalué
le modèle pendant le fine-tuning. Nous avons mesuré le score F1 et la fonction de
perte d’apprentissage plusieurs fois au cours de chaque epoch, et nous avons reporté
les résultats sur les figures 3.2 et 3.3 pour mieux observer l’évolution du score f1 du
modèle et de sa fonction de perte.

La figure 3.2 présenté dans la partie précédente, ainsi que la figure 3.3, représentent
les conditions de fine-tuning pour chaque jeu de données avec le modèle BERT-large.
Chaque courbe correspond à l’évolution de la fonction de perte d’entraînement avec
ou sans couches gelées et avec un taux d’apprentissage faible, moyen ou élevé. Nous
pouvons voir que sans gel des couches et avec le taux d’apprentissage moyen et élevé,
les scores f1 n’augmentent pas pendant l’apprentissage (figure 3.2), et les fonctions
de perte ne diminuent pas non plus : le modèle a des difficultés à apprendre (fi-
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Figure 3.2 – Scores F1 moyen pour chaque jeu de données, avec chacune des confi-
guration, pour le modèle BERT-large. Pour chaque jeu de données, huit mesures ont
été prise par epoch (sept pendant et une après le fine-tuning), pendant 20 epochs
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gure 3.3).

Les scores du modèle pour chaque taux d’apprentissage et état des couches sont éga-
lement indiqués dans le tableau 3.3 pour BERT-base et tableau 3.4 pour BERT-large,
avec chaque jeu de données.

Pour le modèle BERT-base (dans le tableau 3.3), le plus petit des deux modèles, il
ne semble pas y avoir de sensibilité à l’oubli catastrophique. En effet, les scores F1
et les écarts-types sont stables, quel que soit le taux d’apprentissage, ou le statut des
couches (gelées ou non).

Pour BERT-large en revanche (tableau 3.4), nous pouvons constater que sans gel des
couches, plus le taux d’apprentissage est haut, plus le modèle a du mal à apprendre.
En effet, avec les taux d’apprentissage moyen et élevé, les scores F1s sont extrême-
ment bas et les écarts-types très haut. Dans certains cas, le modèle ne prédis qu’une
seule classe quelque soit l’epoch et le découpage, il n’apprend donc pas du tout. Pour
OffensEval par exemple, nous pouvons voir un score F1 moyen de 40,04, mais sur-
tout un écart-type de 0. Cela est également visible dans les courbes en figure 3.2 et
figure 3.3 : les scores F1 (figure 3.2) n’augmentent pas au fil des epochs, et les fonc-
tions de perte (figure 3.3) ne diminuent pas ou oscillent. En revanche, ce problème
disparaît en gelant les couches, ou en utilisant le taux d’apprentissage le plus faible.
En effet, nous pouvons constater que les courbes des fonctions de perte ont une nette
tendance à la baisse (figure 3.3) et que les scores F1 augmentent avant de se stabiliser
(figure 3.2). L’utilisation du taux d’apprentissage faible permet d’obtenir un gain al-
lant jusqu’à 49,35 points de score F1 pour le jeu de données SemEval 2017 tâche 4a.
De manière général, le taux d’apprentissage faible permet une augmentation de 35,87
points de score F1 en moyenne comparé au taux d’apprentissage élevé. Également,
appliquer le gel des couches permet d’obtenir des performances similaires à celles du
taux d’apprentissage faible : les courbes ont le même comportement, la fonction de
perte diminue (figure 3.3), le score augmente (figure 3.2) et les scores F1 sont cohérents
(tableau 3.4).

Si utiliser un faible taux d’apprentissage a un impact plus important sur l’amélioration
des performances, geler les couches du modèle BERT-large permet d’obtenir d’autres
avantages : en plus de réduire la plupart des écarts-types du modèle, cela entraîne une
réduction du temps d’affinage du modèle, ce qui est avantageux lorsque nous n’avons
à disposition qu’un unique GPU. Pour nos plus grands jeux de données (OffensEval
et SemEval 2017 tâche 4a), dont le fine-tuning prend plus de deux jours, cela permet
donc de réduire considérablement le temps d’attente.

Cependant, bien que les solutions décrites ci-dessus permettent de réduire, voir de faire
disparaître la sensibilité de BERT-large à l’oubli catastrophique, cette approche n’est
pas optimale. En effet, l’utilisation du grand modèle reste trop contraignante comparée
à l’utilisation de BERT-base. De plus, comme nous avons pu le constater précédem-
ment, les performances de BERT-large ne sont pas supérieur à celle du modèle plus
petit (BERT-base), alors qu’il est plus long à affiner que ce dernier. Ainsi, au vu de
la sensibilité du modèle BERT-large à l’oubli catastrophique, de ses performances au
final très proches de BERT-base et de son temps de fine-tuning, nous recommandons
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donc l’utilisation du modèle plus petit, BERT-base. Nous poursuivons ces expérimen-
tations en nous concentrant principalement sur ce modèle. Nous retiendrons tout de
même les solutions permettant de limiter l’oubli catastrophique, qui nous servirons
plus tard pour nos expérimentations avec le modèle BERTweet [104].

Sans gel des couches Avec gel des couches
1e−5 3e−5 5e−5 1e−5 3e−5 5e−5

F1 std F1 std F1 std F1 std F1 std F1 std
HateEval 82,63 1,04 83,08 1,01 82,77 1,66 81,76 0,94 82,59 1,14 82,77 1,02
OffensEval 78,19 1,05 78,33 0,86 77,65 0,84 77,77 0,81 77,51 0,63 77,69 0,72
IberEval 79,55 2,46 80,32 2,47 80,18 1,55 78,59 2,85 79,36 2,62 79,64 2,85

SE2016 tâche 6 66,63 2,97 68,15 3,43 67,65 2,56 60,00 2,9 67,55 2,29 66,9 2,41
SE2017 tâche 4a 72,47 1,19 72,77 1,07 72,32 1,08 71,75 1,34 71,73 1,35 71,64 1,24
SE2018 tâche 3a 71,99 1,98 71,9 1,83 72,46 1,98 69,93 2,47 70,86 2,5 71,74 2,24
Rang moyen 3,17 1,33 2,67 5,17 4,83 3,83

Table 3.3 – Performance de la BERT-base sur chaque jeu de données, pour les trois
taux d’apprentissage, et avec ou sans couches gelées.

Sans gel des couches Avec gel des couches
1e−5 3e−5 5e−5 1e−5 3e−5 5e−5

F1 std F1 std F1 std F1 std F1 std F1 std
HateEval 82,95 1,08 67,8 19,15 40,11 10,26 81,89 1,00 82,65 1,04 81,78 0,96
OffensEval 78,5 0,93 50,75 16,38 40,04 0,0 78,14 0,75 78,13 0,87 77,56 1,07
IberEval 79,91 2,25 76,67 6,20 46,37 14,07 79,94 2,27 79,07 2,27 80,0 2,19

SE2016 tâche 6 66,05 3,4 58,04 16,84 44,94 13,59 60,09 2,73 65,66 3,96 62,27 2,9
SE2017 tâche 4a 73,35 1,04 50,98 23,48 24,0 5,15 71,79 1,07 71,39 0,98 71,64 0,89
SE2018 tâche 3a 71,68 2,53 56,77 12,8 41,78 11,08 69,75 1,91 71,58 1,9 69,53 3,03
Rang moyen 1,33 5 6 2,67 2,83 3,17

Table 3.4 – Performance de la BERT-large sur chaque jeu de données, pour les trois
taux d’apprentissage, et avec ou sans couches gelées.

3.3.3 Choisir le type d’apprentissage pour BERT-base
Après avoir trouvé la taille idéale pour notre modèle, BERT-base, nous avons voulu

déterminer si l’utilisation du fine-tuning était suffisante, ou si le modèle avait besoin
d’être encore plus spécialisé sur les données Twitter. L’apprentissage d’un modèle
de langage à partir de zéro sur des tweets n’est pas réalisable avec notre protocole
expérimental (c’est-à-dire avec un seul GPU). Ainsi, nous sommes légèrement sortis du
protocole que nous avons fixé afin de pouvoir poursuivre le pré-apprentissage de BERT-
base. Ce nouveau cadre constitue un compromis entre l’utilisation du fine-tuning et
l’apprentissage d’un modèle de zéro. Nous avons donc utilisé un modèle BERT-base
préalablement entraîné et nous avons poursuivi son apprentissage en utilisant des
données Twitter. Poursuivre le pré-entraînement d’un modèle permet de mieux adapter
ses poids qu’avec un simple affinage. Pour ce faire, nous avons dû utiliser un cluster de 4
GPU NVIDIA V100, ce qui reste tout de même éloigné de la puissance de calcul utilisée
par Google pour BERT. Le modèle a alors subit un entraînement supplémentaire sur
un jeu de données de 93 millions tweets pendant deux semaines. Les résultats dans le
tableau 3.5 nous permettent de mesurer l’impact de la poursuite du pré-apprentissage
sur les tweets et de comparer cette approche avec le fine-tuning.
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Figure 3.3 – Fonction de perte d’apprentissage moyenne pour chaque jeu de données,
avec chacune des configuration, pour le modèle BERT-large. Pour chaque jeu de don-
nées, huit mesures ont été prise par epoch (sept pendant et une après le fine-tuning),
pendant 20 epochs
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Les résultats obtenus (tableau 3.5) montrent que les scores F1 de la poursuite du pré-
entraînement surpassent ceux de l’affinage pour deux de nos jeux de données. Cette
méthode permet de gagner jusqu’à 1,91 points de score f1 pour le jeu de données
SemEval 2018 tâche 3a et 0,71 points pour SemEval 2017 tâche 4a. Les écarts-types ont
également été réduits pour certains des jeux de données : pour le corpus SemEval 2016
tâche 6, ils ont été divisés par 4,45. Cependant, pour la majorité des corpus utilisés,
les résultats sont inférieurs pour la poursuite du pré-apprentissage.

Si intuitivement, poursuivre l’apprentissage d’un modèle parait être la meilleure so-
lution car cela permet de mieux adapter le modèle aux données en comparaison au
fine-tuning, BERT-base obtient des résultats supérieurs. En effet, au vu des scores, il
semblerait que le pré-entraînement ne soit pas suffisamment poursuivi pour avoir un
véritable impact sur le modèle. Ainsi, cette solution correspondant à la demie-mesure
entre le fine-tuning et l’apprentissage de zéro, n’est pas suffisante. De plus, poursuivre
l’apprentissage du modèle a nécessité de sortir du cadre fixé au départ, c’est-à-dire l’uti-
lisation d’un unique GPU. Or, moins il y a de GPU disponibles, plus l’apprentissage
prend du temps. L’application de cette méthode avec un seul GPU prendra donc plus
de deux semaines, et au contraire, pour réduire encore le temps de pré-entraînement,
plus de GPU seront nécessaires.

Étant donné que poursuivre le pré-apprentissage est insuffisant, en plus de nécessiter
davantage de GPU et de ressources en temps, la solution la plus adaptée à notre situa-
tion est donc le fine-tuning du modèle BERT-base. Cependant, comme nous l’avons
vu précédemment, les tweets sont composés d’un vocabulaire particulier. Le manque
de ressources ne nous permet pas de réaliser un apprentissage de zéro, et nous avons
choisis de ne pas poursuivre l’apprentissage de BERT-base dû aux performances de
cette approche. Puisque les méthodes permettant d’adapter un modèle générique ne
sont pas suffisantes, il est nécessaire de s’intéresser à la normalisation du vocabulaire
des tweets afin de ne pas impacter les performances du modèles. Nous verrons dans
la partie suivante comment gérer ces particularités des tweets pour l’analyse du senti-
ment sur Twitter en nous concentrant d’abord sur la normalisation des tweets pour le
fine-tuning de BERT, puis nous comparons cette approche à l’utilisation d’un modèle
déjà adapté au vocabulaire de Twitter, BERTweet [104].

BERT-base Poursuite du pré-apprentissage de BERT
F1 std time (sec) F1 std time (sec)

HateEval 83,08 1,01 43 248 83,26 0,75

≈ 2 weeks

OffensEval 78,33 0,86 57 004 78,11 0,89
IberEval 80,32 2,47 14 106 79,82 1,76

SE2016 tâche 6 68,17 3,43 12 567 66,01 0,77
SE2017 tâche 4a 72,77 1,07 89 176 73,48 1,07
SE2018 tâche 3a 71,9 1,83 16 445 73,81 1,98

Table 3.5 – Scores F1 et écarts-types (std) pour chacun des modèles utilisés
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3.3.4 Traiter le vocabulaire spécifique de Twitter
Le vocabulaire Twitter est très particulier. En effet, les tweets peuvent contenir des

hashtags (ou « mot-dièse »), des mentions d’utilisateurs, des URL, des marqueurs de
retweets, ou même des emojis. Ils peuvent également contenir des fautes d’orthographe
ou de grammaire, ou du sarcasme. Nous pensons que tous ces éléments peuvent impac-
ter l’analyse de sentiments dans les tweets s’ils sont omis ou ignorés. C’est pourquoi
nous proposons dans cette partie de voir comment gérer les spécificités de Twitter.
Nous parlerons tout d’abord du traitement des mentions, hashtags et URL, puis nous
voyons comment l’utilisation d’un modèle spécialisé permet de faciliter le traitement
des particularités de Twitter. Enfin, nous terminons par une discussion du cas parti-
culier des emojis.

3.3.4.1 Normalisation des tweets : que faire des mentions, hashtags et
URL

Comme nous l’avons vu dans le Chapitre 2, les tweets contiennent des caractéris-
tiques spéciales qui doivent être normalisées afin que les tweets soient traités correc-
tement. Le modèle BERT se charge de prendre en compte certaines de ces caractéris-
tiques, comme les fautes d’orthographe, gérées par l’utilisation de WordPiece 8 [163]
afin de découper le texte. De plus, avec WordPiece, l’absence d’espace entre le texte et
les caractères spéciaux ne gêne pas le tokenizer de BERT. Cependant, certaines spécifi-
cités du vocabulaire Twitter ne sont pas prises en compte par le modèle, et nécessitent
des pré-traitements.

Le consensus de la littérature concernant les URL et les mentions d’utilisateur est le
remplacement par un tag [46, 154]. Il est également nécessaire d’adapter le tokenizer
afin qu’il puisse prendre en compte les nouveaux tokens, tels que les tags. Ce pré-
traitement permet à la fois de normaliser et d’anonymiser les jeux de données. Mais
cela augmente également le temps d’apprentissage, car le modèle doit apprendre la
représentation de nouveaux tokens. Concernant les hashtags, ils peuvent être laissés
et donc non remplacés, car là encore WordPiece [163] peut naturellement les prendre
en compte tels quels. Il n’est donc pas nécessaire de les découper en mot au préalable.
Ceci permet au modèle de traiter le texte contenu dans les hashtags, sans aucune perte
d’information [104]. Les tokens spéciaux restant non traités seront considérés comme
ne faisant pas partie du dictionnaire et seront représentés avec le token « UNK ».
En effet ceux ci ne sont pas utiles à la classification des tweets et peuvent même la
perturber.

Dans la partie suivante, nous démontrons comment l’utilisation d’un modèle spécia-
lisé, lorsqu’il est disponible, permet de faciliter la normalisation des tweets, tout en
améliorant la classification.

8. Permet un découpage non pas au niveau des mots, mais au niveau du sous-mot, cette méthode
de tokenisation est inspirée du Byte Pair Encoding (BPE)[41]
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3.3.4.2 Utilisation d’un modèle Twitter : BERTweet

Dans les parties précédentes, nous avons décrit deux solutions permettant de faire de
l’analyse de sentiments avec des ressources limitées. Tout d’abord, il est possible d’af-
finer un modèle générique, comme BERT. Ensuite, le pré-apprentissage d’un modèle
générique peut également être poursuivi. Malgré une meilleure adaptation du modèle
aux tweets, cette méthode est insuffisante. De plus, poursuivre le pré-apprentissage
est plus long que le fine-tuning d’un modèle, et nécessite plus de puissance de calcul.
Ainsi, nous avons pu voir que les méthodes classiques pour adapter un modèle de
langage générique au traitement de tweets n’étaient pas suffisantes. Nous souhaitons
donc confronter ces méthodes à l’utilisation d’un modèle spécialisé, entraîné sur des
données issues de Twitter. Dans cette partie, nous comparons le fine-tuning de BERT-
weet, fondé sur le modèle BERT-base, mais entraîné sur des tweets, au fine-tuning du
modèle BERT-base classique.

Pour BERTweet [104], (Nguyen et al., 2020) normalisent les tweets en remplaçant les
mentions d’utilisateurs et les URL par un tag. De plus, les données subissent également
une étape de démojisation, afin de remplacer chaque emojis présent dans les tweets
par son texte.

BERTweet étant fortement inspiré de BERT, avec la même architecture que BERT-
base, nous avons voulu tester la sensibilité du modèle à l’oubli catastrophique. Nous
avons donc reproduit les expérimentations précédemment décrites afin de vérifier si
BERTweet était sujet à l’oubli catastrophique, et si les solutions identifiées pour
BERT-large étaient compatibles. En faisant cela, nous avons pu découvrir que le mo-
dèle Twitter était, comme BERT-large, sujet à la perte de connaissances. Cette fois
encore, l’oubli catastrophique a pu être évité grâce aux solutions appliquées à BERT-
large, c’est-à-dire grâce à l’utilisation d’un faible taux d’apprentissage et au gel des
couches. Les trois approches peuvent donc maintenant être comparées de manière
équivalente.

Les résultats concernant BERTweet sont reportés dans le tableau 3.6, de même que
ceux de l’affinage de BERT-base, et de la poursuite du pre-apprentissage de BERT-
base, ce afin de faciliter la comparaison. Nous pouvons voir que les performances de
BERTweet surpassent celles des autres approches dans la grande majorité des cas, en
particulier pour les jeux de données SemEval 2017 tâche 4a et SemEval 2018 tâche 4a.
En effet, pour SemEval 2018 tâche 3a, l’utilisation de BERTweet permet de gagner
plus de 5 points de score F1 comparé au fine-tuning de BERT-base, et plus de 3 points
comparé à la poursuite du pré-apprentissage du même modèle. Ceci nous permet de
voir que l’utilisation d’un modèle spécialisé est bien plus adaptée au traitement des
tweets. En effet, si le fine-tuning permet d’adapter un modèle de langage générique en
mettant à jour ses poids, un modèle de langage Twitter possède des poids déjà adaptés
aux données et nécessite seulement d’être adapté à la tâche. De plus, les caractères
spéciaux et le vocabulaire spécifique lié à Twitter seront absents d’un modèle de langage
générique si celui-ci n’a jamais été entraîné sur des tweets.

BERTweet étant un modèle spécialisé pour le traitement des tweets, il est donc adapté
au vocabulaire particulier de Twitter. Concernant les emojis, BERTweet applique une
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étape de démojisation à chacun des tweets. Ainsi, nous cherchons à déterminer si l’ap-
plication de ce traitement en amont du fine-tuning de BERT-base permet de combler
les écarts de performances avec BERTweet. Dans la partie suivante, nous comparons
donc le modèle BERT-base affiné avec et sans étape de démojisation, ainsi que BERT-
weet.

BERT-base Poursuite du pré-apprentissage de BERT BERTweet
F1 std F1 std F1 std

HateEval 83,08 1,01 83,26 0,75 83,84 0,86
OffensEval 78,33 0,86 78,11 0,89 78,74 1,01
IberEval 80,32 2,47 79,82 1,76 79,62 2,18

SE2016 tâche 6 68,17 3,43 66,01 0,77 69,99 2,51
SE2017 tâche 4a 72,77 1,07 73,48 1,07 75,24 1,04
SE2018 tâche 3a 71,9 1,83 73,81 1,98 77,01 1,45

Table 3.6 – Scores F1 et écarts-types (std) moyen pour BERTweet [104], en compa-
raison au fine-tuning de BERT-base ainsi qu’à la poursuite du pré-apprentissage de
BERT-base

3.3.4.3 Traitement des emojis

Parmi les particularités du vocabulaire Twitter, nous pouvons également retrouver
les emojis. Si certaines études les suppriment tout simplement après avoir utilisé la
supervision distante [46, 75, 154], il est utile de conserver une trace des emojis et de
l’information qu’ils contiennent. Pour les traiter, nous avons utilisé la démojisation,
également appliquée à BERTweet [104]. La démojisation consiste à remplacer un emoji
par son texte. Pour cela, nous nous sommes servi de l’API Emoji 9. Notre objectif ici
est donc de comparer le fine-tuning de BERT-base avec et sans démojisation, ainsi
que BERTweet, et ce afin de déterminer si ce traitement explique les meilleures per-
formances du modèle spécialisé.

Dans le tableau 3.7, les scores F1 moyens ainsi que les écarts-types sont présentés
pour le fine-tuning de BERT-base ainsi que pour la poursuite de son pré-apprentissage
avec démojisation, sur les quatre jeux de données qui contiennent des emojis. Notre
objectif étant de tester l’efficacité de la démojisation, les résultats de chaque modèle
sont comparés à ceux sans démojisation (contenus dans le tableau 3.6).

Mis à part SemEval 2018 tâche 3a, nous pouvons constater que la démojisation n’amé-
liore pas les performance de BERT-base, que ce soit pour le fine-tuning, ou après
avoir poursuivi son pré-apprentissage. Pour trois de nos quatre jeux de données qui
contiennent des emojis, les gains sont toujours négatifs. Concernant le jeu de données
SemEval2018 tâche 3a, la poursuite du pré-apprentissage de BERT-base est amélioré
par la démojisation. En effet, le score F1 moyen est augmenté de 0,85 points. Ce gain
est dû à la spécificité de la tâche, la détection d’ironie, pour laquelle le traitement des
emojis joue un rôle important. En revanche, il faut également noter que l’écart-type
pour le modèle dont le pré-apprentissage a été poursuivi a augmenté de 1 point pour

9. https://pypi.org/project/emoji/
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ce corpus, passant de 1,98 à 2,92. Nous pouvons donc voir que le modèle a perdu en
généralisation.

Par conséquent, nous pouvons constater que pour l’utilisation de modèles génériques
tels que BERT, qui n’ont pas appliqué de démojisation lors de leur pré-apprentissage,
remplacer les emojis par leur texte n’est pas efficace. En effet, si le modèle n’a pas
appris à traiter les emojis remplacés durant son étape de pré-entraînement, il ne peut
pas correctement les gérer.

Si la démojisation n’améliore pas la classification, d’autres solutions existent pour le
traitement des emojis, tels que le remplacement par leur description [139], ou encore
l’utilisation d’un embedding d’emojis [8, 35]. Ce genre de solution a été le sujet d’autres
expérimentations, dont nous parlerons Chapitre 4. Dans la partie suivante, nous dis-
cutons des résultats obtenus.

BERT-base Poursuite du pré-apprentissage de BERT
F1 Gain std Gain F1 Gain std Gain

HateEval 82,93 -0,15 0,86 -0,15 82,88 -0,38 0,78 +0,03
OffensEval 77,99 -0,34 0,96 +0,1 78,13 +0,02 1,03 +0,14
IberEval 79,4 -0,92 1,58 -0,89 79,4 -0,42 2,04 +0,28

SE2018 tâche 3a 72,75 +0,85 1,59 -0,24 74,9 +1,09 2,92 +0,94

Table 3.7 – Scores F1 et écarts-types (std) avec démojisation pour les jeux de données
avec emojis, comparés aux résultats sans démojisation

3.3.5 Résultats
La limite en puissance de calcul, mémoire et données rend plus difficile la tâche

d’analyse de sentiments. En effet, tout le monde ne peut pas avoir accès à plusieurs
GPU, il est donc fréquent de ne pas avoir les ressources nécessaires au pré-apprentissage
d’un modèle Transformer. Pour palier le manque de GPU, une série d’expériences a
été menée dans le but de définir des bonnes pratiques, et pouvoir tout de même faire
de l’analyse de sentiments Twitter dans ces conditions. Ces recommandations sont
valables pour les situations où les textes à traiter ne sont pas écrits dans un langage
courant et peuvent être résumées comme ceci :
— favoriser l’utilisation d’un modèle spécialisé lorsqu’il celui-ci est disponible. Un

modèle spécialisé est un modèle ayant été pré-entraîné sur le même type de
données (Twitter, Reddit, news, etc.) ou la même thématique (domaine médical,
technologie, misogynie, etc) que les données cibles.

— si aucun modèle spécialisé n’est disponible , un modèle générique peut être utilisé
après avoir été affiné, en respectant certaines conditions dont nous discuterons
ci-dessous.

BERTweet semble donc être la solution parfaite pour l’analyse de sentiments Twitter
avec des ressources limitées, puisque le fine-tuning ne nécessite que peu de temps et
de GPU. Cette approche a de meilleurs résultats que l’affinage des modèles génériques
BERT-base ou BERT-large, et surpasse même la poursuite du pré-apprentissage tout
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en ayant un temps d’adaptation plus court. De plus, ce modèle est facile d’accès, grâce
à HuggingFace 10.

Cependant, si un modèle Twitter est disponible pour l’architecture de BERT, ce n’est
pas le cas pour tous les modèles Transformer. De plus, au vu de la vitesse d’apparition
de nouvelles architectures fondées sur le Transformer, il faudra attendre avant que
des versions spécialisées ne soient publiées. Comme nous l’avons dit précédemment,
le pré-entraînement d’un modèle est coûteux, cela nécessite beaucoup de temps et de
GPU, qui sont difficilement accessibles. Dans ce cas, lorsqu’aucun modèle Twitter n’est
disponible, un modèle générique peut être affiné sur des tweets.

Si l’intuition veut que BERT-large obtienne de meilleurs scores que BERT-base, ce ne
fut pas le cas lors de nos expérimentations. En effet, le plus grand des deux modèles a
obtenu des performances similaires, voire inférieures à BERT-base, tout en ayant un
temps de fine-tuning bien plus long que le modèle base. Ainsi, nous pouvons considérer
que le modèle BERT-base affiné est plus efficace pour faire l’analyse de sentiments en
ayant accès qu’à peu de ressources. C’est donc ce modèle, et non BERT-large qui doit
être favorisé pour cette tâche. Si toutefois, pour une quelconque raison, de l’analyse de
sentiments doit être effectuée avec BERT-large, le fine-tuning doit être utilisé avec pré-
caution, car il peut engendrer de l’oubli catastrophique. Un taux d’apprentissage faible
et un gel des premières couches du modèle permettent de limiter ce problème.

L’affinage de BERT n’est pas la seule solution disponible lorsque il est impossible d’ap-
prendre un modèle de zéro, il est également possible de poursuivre le pré-apprentissage
du modèle. Malheureusement, poursuivre le pré-apprentissage de BERT-base reste trop
long et demande beaucoup de ressources, il ne peut donc pas être effectué en ayant à
disposition qu’un unique GPU. Cette solution n’est donc pas adaptée à notre problé-
matique de classification de sentiments avec ressources limitées.

Puisque les modèles génériques ne sont pas adaptés au vocabulaire de Twitter, les
tweets doivent être normalisés. La littérature recommande de remplacer les mentions
d’utilisateurs et les URL par des tags, mais de ne pas appliquer de traitement aux
hashtags, qui seront traités comme le reste du texte grâce à WordPiece. Suite à ces
pré-traitements, le tokenizer doit également être adapté en ajoutant les nouveaux tags
à la liste des tokens. Cette adaptation augmente le temps de traitement, puisqu’une
représentation doit être construite pour les nouveaux tokens. Enfin, si la démojisation
est automatiquement effectuée par le modèle BERTweet, ce traitement des emojis
n’est pas efficace lorsqu’un modèle générique est affiné ou que son apprentissage est
poursuivi. Dans l’attente d’une meilleure solution, décrite dans le Chapitre 4, nous
recommandons pour le moment de supprimer les emojis afin qu’ils évitent de perturber
le modèle de langage, ou encore de les laisser tel quel dans le texte, où ils ne seront
pas pris en compte car hors dictionnaire.

10. https://huggingface.co/transformers/model_doc/bertweet.html
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3.4 Conclusion
Cette série d’expérimentations nous a permis d’identifier les bonnes pratiques pour

faire de l’analyse de sentiments avec des ressources limitées. Nous nous sommes inté-
ressés à la taille du modèle générique BERT, à son type d’apprentissage ainsi qu’aux
traitements des spécificités de Twitter dans le cadre du fine-tuning de ce modèle. Nous
avons également vu qu’il pouvait exister des modèles spécialisés, c’est-à-dire entière-
ment entraînés sur des données similaires aux données cible, comme BERTweet, qui a
été pré-appris sur des tweets.

L’utilisation de BERTweet est la meilleure solution pour faire de l’analyse de senti-
ments sur des données issues de Twitter avec le modèle Transformer BERT. En effet,
le modèle étant spécialisé, il nécessite d’être adapté seulement à la tâche, car ses
poids et ses tokens correspondent déjà à des données Twitter. De plus, celui-ci intègre
également un traitement des emojis en amont, lors de la tokenisation des tweets (la
démojisation).

Cependant, comme nous avons pu le voir, appliquer de la démojisation lors du fine-
tuning d’un modèle générique ne suffit pas à combler l’écart entre celui-ci et un modèle
spécialisé. C’est également le cas lorsque le pré-apprentissage est poursuivi. Nous pou-
vons donc en déduire que la démojisation n’est pas concluante lorsqu’elle n’est pas
effectuée lors du pré-apprentissage du modèle. Afin de pouvoir tout de même traiter
les emojis, d’autres solutions sont donc à envisager, comme l’utilisation d’un embedding
d’emojis, abordé en partie 3.3.4.3.

De plus, les spécificités de Twitter ne sont pas uniquement liées au vocabulaire employé.
En effet, le texte contient également des subtilités sémantiques, et en particulier du
sarcasme. Ce sarcasme peut être marqué par la présence d’un emojis en contradiction
avec le sentiment du texte, ou tout simplement avec une opposition entre la situa-
tion décrite dans le tweet, et son sentiment. Prendre en compte ce sarcasme pourrait
permettre de corriger un classifieur de sentiments en cas de tweet ironique.

Nous pensons donc qu’il est possible d’améliorer la classification de sentiments, d’une
part, en appliquant un traitement des emojis supplémentaire à la démojisation, et
d’autre part, en prenant en compte le sarcasme, très présent sur les réseaux sociaux.
Ainsi, dans le chapitre suivant, nous proposons de combiner ces deux types d’infor-
mations avec le modèle BERTweet affiné sur de l’analyse de sentiments afin d’étudier
l’impact que peuvent avoir la détection de sarcasme et l’utilisation d’une représentation
d’emojis sur cette tâche.
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Chapitre 4

Étude de l’impact de l’ajout de
caractéristiques d’emojis et de
sarcasme sur l’analyse de
sentiments

Résumé
Dans ce chapitre, nous cherchons à améliorer la classification du sentiment. Pour

cela, nous tentons d’ajouter des informations d’emojis et de sarcasme aux caracté-
ristiques de BERT [33] à un modèle de classification de sentiments BERTweet [104]
affiné sur cette tâche), en comparant différentes méthodes de combinaison (concaténa-
tion, somme et moyenne). Concernant les modes de combinaison, il en ressort que la
somme et la moyenne (méthodes proches mathématiquement) permettaient d’obtenir
les meilleurs résultats. Pour la combinaison d’information, cela permet de constater
que l’ajout d’Emojional [8] améliore grandement la classification de sentiments. L’ajout
d’informations de sarcasme permet également d’améliorer l’analyse de sentiments, ce-
pendant les résultats restent inférieures aux précédents. Enfin, pour l’ajout des deux
types d’informations à la fois, les résultats, bien que supérieurs à la baseline, sont en
dessous de ceux obtenus avec chaque élément indépendemment. Nos différents résul-
tats nous ont permis d’émettre deux hypothèses : la première est que les modes de
combinaison testés sont trop naïfs et ne permettent pas au modèle d’assimiler toutes
les informations et la seconde concerne un éventuel conflit entre les informations ap-
portées par les emojis et celles des caractéristiques de sarcasme. Ces deux hypothèses
ne sont pas étudiées dans le cadre de cette thèse.
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Étude de l’impact de l’ajout de ca-
ractéristiques d’emojis et de sarcasme
sur l’analyse de sentiments

Le vocabulaire employé sur Twitter est très spécifique. En effet, la limitation de la
longueur des messages à 280 caractères (140 caractères jusqu’à 2017) pousse les utilisa-
teurs à utiliser des abréviations ou même à supprimer des mots. De plus, les messages
sont structurés par la présence de mentions d’utilisateur, de hashtags ou encore d’emo-
jis. Lors du traitement de tweets, les emojis sont rarement pris en compte [32]. Il est
pourtant utile de les traiter, car ils apportent de l’information et peuvent permettre
d’améliorer la classification de sentiments [87, 140] ou les systèmes de Questions-
Réponses (Question Answering) [32].

Le sarcasme, très présent sur Twitter, est également important pour l’analyse de sen-
timents. (Parmar et al., 2018) définissent le sarcasme comme étant entre autres : un
conflit entre une situation négative et un sentiment positif, ou l’inverse [114]. Il s’agit
de l’une des difficultés pour la classification de sentiments, car s’il n’est pas détecté
et pris en compte, il peut induire le classifieur en erreur. Dans l’exemple 5, l’emoji
permet à un humain de déduire que le tweet est sarcastique, et donc que le sentiment
est négatif. Pourtant, il sera considéré comme positif par un détecteur de sentiments
qui analysera uniquement le texte, sans prendre en compte le sarcasme ou les emojis.
C’est également le cas pour l’exemple 6, qui ne contient pas d’emoji, mais pour lequel
un humain peut tout de même percevoir le sarcasme présent dans le texte. Nous avons
donc pris le parti de traiter la détection de sarcasme en amont de la détection de
sentiments, afin d’utiliser cette information comme unne méta-caractéristique dans le
but d’améliorer la classification du sentiment [96].

Dans ce chapitre, nous proposons d’étudier l’impact de l’ajout d’information de sar-
casme et d’emojis sur la détection de sentiments dans des tweets. Plus précisément,
notre objectif est d’améliorer notre classifieur de sentiments, d’une part grâce à l’ajout
de ces informations, et d’autre part en les intégrant de la meilleure manière, et ce,
en réalisant également une étude sur les méthodes de combinaison de modèles. Pour
cela, nous voyons dans un premier temps les emojis ainsi que leurs traitements, puis
nous nous intéressons à la détection de sarcasme. Nous faisons ensuite un panorama
des méthodes permettant de combiner ces deux informations, avant d’étudier l’impact
que peut avoir la combinaison d’un embedding d’emojis et d’un classifieur de sarcasme
sur la détection de sentiments.

Exemple 5 “What a wonderful day ”

Exemple 6 ”Oh, I’m sorry. I didn’t realize you’re an expert on my life
and how I should live it. Please continue while I take notes.”
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4.1 Qu’est ce qu’un emoji et comment peuvent-ils
être traités ?

Dans cette partie, nous commençons par définir ce qu’est un emojis. Nous terminons
ensuite par voir de quelles manières ils sont traités dans la littérature.

4.1.1 Définition d’un emoji
Les emojis ont été créés à la fin des années 1990 par Shigetaka Kurita. Ce sont des

pictogrammes représentant un sentiment, une émotion, un objet ou même une idée.
Le terme emoji est issu du japonais et signifie « caractère image ». Utilisable de la
même manière que les émoticônes, ils sont cependant plus nombreux, et permettent
donc d’exprimer plus de choses, comme des actions ou des lieux. Bien que les systèmes
soient proches, il ne faut pas confondre les emojis avec les émoticônes ou encore les
kaomojis, qui sont l’équivalent des émoticônes japonais. En effet, les émoticônes et
kaomojis utilisent des caractères du clavier, tandis que l’emoji est une image utilisée en
tant que caractère. Les kaomojis sont généralement plus complexes que les émoticônes,
et sont surtout utilisés au Japon. Dans le tableau 4.1, nous pouvons voir un exemple
d’émoticône, de kaomoji et d’emoji.

Les emojis ont fait leur première apparition avec l’opérateur téléphonique japonais
NTT DoCoMo 1, puis ont été popularisés à travers le monde lorsque Apple 2 les ont
intégrés à l’iPhone. Au départ, chaque logiciel avait sa propre représentation des emojis,
de même que les codes auxquels ils étaient associés. Cependant, leur usage étant de
plus en plus courant, les emojis les plus fréquemment utilisés ont été standardisés et
sont maintenant supportés par Unicode depuis 2010.

Les emojis ont donc su se faire une place dans nos moyens de communication, y compris
sur Twitter. En effet, nombreux sont les messages postés sur Twitter qui contiennent
des emojis. Ils permettent non seulement d’exprimer l’humeur de l’utilisateur, mais
également d’illustrer ses propos, ou tout simplement de s’exprimer de manière plus
graphique. En apprentissage automatique, et en particulier pour la tâche d’analyse de
sentiments sur Twitter en TAL, il est courant de s’intéresser aux emojis contenus dans
les tweets afin de les analyser. Les emojis sont plus populaires que les émoticônes ou
les kaomojis, et sont donc bien plus utilisés. Ceux-ci peuvent contenir des informations
importantes pour la classification. Cependant, s’agissant d’images, ils ne peuvent pas
être abordés de la même manière que les caractères du texte, et nécessitent donc un
traitement particulier. L’objectif de cette thèse étant la détection de la polarité des
opinions dans des tweets, nous nous intéressons aux informations que peuvent nous
apporter les emojis, plus présents que les émoticônes ou les kaomojis dans les réseaux
sociaux. Dans la partie suivante, nous voyons donc quelles sont les différentes méthodes
utilisées pour le traitement des emojis.

1. https://www.nttdocomo.co.jp/english/
2. https://www.apple.com/

Saagie - INSA Rouen Normandie 76



Émoticône :)
Kaomoji (

�
‿
�
)

Emoji

Table 4.1 – Visage souriant en émoticône, kaomoji et emoji

4.1.2 Différentes manières de traiter les emojis dans la litté-
rature

Comme nous l’avons vu précédemment, les emojis sont des images utilisées comme
caractères. Ils doivent donc bénéficier d’un traitement spécifique les incluant ou non
à la classification du texte. Dans cette partie, nous voyons quelles sont les différentes
méthodes permettant de traiter les emojis.

Tout d’abord, la solution la plus simple consiste à supprimer les emojis du texte [138].
Ce faisant, il ne reste plus que le texte à traiter avec la méthode souhaitée, sans être
gêné par la présence d’emojis. En revanche, en les supprimant, l’information contenue
dans les emojis est également perdue.

Il est également possible de représenter les emojis par leur présence (one hot enco-
ding), leur décompte ou leur fréquence [50]. Ce genre de méthodes, également utilisées
pour le texte, permet de représenter un emoji par un score correspondant à la pré-
sence, la fréquence, le décompte, ou encore le TF.IDF (voir Chapitre 2 pour plus de
détails).

Une troisième méthode permettant de traiter les emojis est de les remplacer par du
texte. Plusieurs solutions sont alors possibles : la démojisation [102], et le rempla-
cement par la description [140]. Dans un premier temps, la démojisation [102] est
une méthode permettant de remplacer un emojis par son texte. Cela signifie qu’à la
place de l’image, le texte contiendra la chaîne de caractère correspondant au code de
l’emoji (par exemple :thumbsup: au lieu de ). De cette manière, la représentation
du texte prend la main pour apporter également une représentation à l’emojis. La
seconde méthode de remplacement permettant une meilleure représentation de l’emoji
est l’utilisation de sa description [140]. Avec cette approche, similaire à la précédente,
l’emoji est remplacé par un texte correspondant à sa description (« A thumbs-up ges-
ture indicating approval. », au lieu de ). Encore une fois, cela permet au système de
représentation du texte de trouver également une représentation pour l’emoji.

Pour terminer, il est possible de représenter les emojis avec un vecteur appris afin
d’être traité par un classifieur. En effet, les emojis peuvent également être projetés
dans un espace latent qui fournit une représentation commune avec le texte grâce
à l’utilisation d’un embedding unique. Trois solutions sont alors possibles. Dans un
premier temps, chaque emoji peut être présent dans l’espace et donc correspondre à
un token 3. Chaque emoji aura donc sa propre représentation [6, 32, 140]. Cela est
possible à condition d’inclure les emojis dès le pré-apprentissage de la représentation

3. Instance d’une séquence de caractères dans un document, regroupés comme une unité séman-
tique utile pour le traitement Stanford NLP Group
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vectorielle. Il est également possible de remplacer les emojis dans le texte par un
tag unique. C’est ensuite ce tag qui sera présent dans l’espace. Cela permet d’avoir
une représentation unique pour tous les emojis. Enfin, il est également possible de
les traiter grâce à l’utilisation d’un espace de représentation spécifique aux emojis,
combiné à une représentation pour le texte. Cette méthode est proche de la précédente,
cependant ici les emojis ont leur propre espace de représentation. Plusieurs solutions
existent pour cet espace de représentation. Tout d’abord, (Chen et al., 2018) ont
construit un système de représentation fondé sur VADER 4 [60], permettant d’associer
deux vecteurs à chaque emoji : un vecteur positif, ainsi qu’un vecteur négatif [21].
VADER est un outil d’analyse de sentiments fondé sur des règles et du lexique spécialisé
dans les sentiments exprimés dans les réseaux sociaux. Grâce à celui-ci, les données
collectées sont annotées en sentiment positif ou négatif. Puis, pour chaque emoji,
la représentation est apprise : le vecteur positif est entraîné sur les tweets annotés
positivement dans le jeu de données, et le vecteur négatif sur les données annotées
négativement. Les deux représentations suivantes sont similaires car apprises avec les
même méthodes : Emoji2vec [35] et Emojional [8]. La première, Emoji2vec est une
adaptation sur des emojis de l’algorithme d’embedding Word2vec, fondé sur le skip-
gram [99] de Google. Les données Twitter collectées pour l’apprentissage de cette
représentation a permis d’obtenir 6 088 descriptions de 1 661 emojis. Emojional [8]
quant à lui est fondé sur Emoji2vec, utilisant donc également l’algorithme du skip-
gram. Cette fois, cela correspond à 10 854 descriptions, permettant de représenter
1 816 emojis.

Maintenant que nous avons vu les différents traitements des emojis, la section sui-
vante permet de discuter de la pertinence de chacune de ces approches pour notre
problématique.

4.1.3 Discussion
Nous avons pu voir ce qu’était un emoji et de quelles manières ils pouvaient être

traités. Parmi les traitements cités dans la partie précédente, la suppression des emojis
peut rapidement être éliminée. En effet, bien que cette méthode soit la plus simple à ap-
pliquer, supprimer les emojis constitue une perte d’information importante [65].

Concernant la démojisation 5, nous avons pu l’expérimenter dans le Chapitre 3, il
s’agit donc de notre baseline concernant les emojis. De plus, celle-ci est déjà appliquée
par BERTweet, le modèle utilisé pour nos expérimentations. Ces informations sur
les emojis sont donc déjà contenues dans notre classifieur de sentiments. Remplacer
les emojis par leur description est semblable au principe de la démojisation. Cette
approche a donc été écartée.

Afin de prendre les emojis en compte, nous nous appuyons sur l’utilisation d’une repré-
sentation vectorielle d’emojis, et nous avons sélectionné Emojional[8] car elle permet
de représenter un plus grand nombre de ces emojis. Tout comme pour le texte, les mé-
thodes d’embedding permettent une meilleure représentation des emojis qu’avec leur

4. https://github.com/cjhutto/vaderSentiment
5. Remplacement par le texte correspondant
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présence/absence. La représentation vectorielle sera donc combinée à notre classifieur
de sentiments, BERTweet [104], qui inclut également une étape de démojisation lors
de la tokenisation des tweets. Ceci en fait donc un modèle final hybride, dans lequel les
emojis sont représentés à deux niveaux différents : dans le texte après démojisation,
et combiné à la représentation du texte.

4.2 Qu’en est-il du sarcasme ?
Les emojis font partie du texte, il suffit donc de les extraire pour pouvoir leur ap-

pliquer un pré-traitement, ou les considérer comme une caractéristique à ajouter à un
modèle. Dans le cas du sarcasme, il s’agit en revanche d’une information de plus haut
niveau, puisqu’elle est contenu dans la sémantique des tweets. Les méthodes de détec-
tion de sarcasme sont donc plus complexes que celles de traitement des emojis. Puisque
nous souhaitons analyser l’impact de l’incorporation de caractéristiques d’emojis et de
sarcasme à un classifieur de sentiments, nous étudions dans cette partie ce qu’est le
sarcasme et comment le détecter, en sélectionnant les méthodes les plus adaptées à
notre problématique.

4.2.1 Définition
La détection de sarcasme est une branche de l’analyse de sentiments en TAL. Cette

tâche est à ne pas confondre avec la détection d’ironie, en effet l’ironie est un type
de sarcasme, la détection d’ironie est donc une sous-tâche de la détection de sar-
casme.

La détection de sarcasme est une tâche compliquée, car il n’y a pas de réelle frontière
entre du sarcasme et du non sarcasme. La perception du sarcasme varie d’une personne
à l’autre, et dépend de la culture, du contexte, etc. À l’écrit, la détection de sarcasme
est encore plus difficile : en lisant un message sur les réseaux sociaux, nous n’avons
pas accès à l’intonation du locuteur, ou l’expression de son visage. Les seuls indices
accessibles à un modèle sont donc l’utilisation d’un hashtag (comme « #sarcasm » ou
« #no »), la ponctuation, ainsi que les emojis présents dans le tweet.

Correctement détecter le sarcasme peut améliorer l’analyse de sentiments. Comme ont
pu le démontrer (Maynard and Greenwood, 2014), la détection de sarcasme, qu’ils ont
associé à des règles définissant la portée du sarcasme, permet d’améliorer la détection
de sentiments dans des tweets [96]. En effet, le sarcasme peut également être une
information importante à prendre en compte, car elle peut perturber la détection de
sentiments ou l’induire en erreur. Par exemple, dans un tweet sarcastique, la polarité
du sentiment peut être inversée. Dans l’exemple que nous avons vu en introduction,
“What a wonderful day ”, la présence de l’emoji « » change la polarité de positive
vers négative, puisque l’on comprend que l’auteur de ce tweet est sarcastique.

Inversement, détecter le sentiment permet de mieux détecter le sarcasme. (Majumder
et al., 2019) ont mis au point un réseau multi-tâche permettant de représenter d’une
part le sentiment, et d’autre part le sarcasme [92]. Les deux représentations sont ensuite
combinées, ce qui permet au classifieur final de prédire le sarcasme.
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4.2.2 Détection de sarcasme fondée sur le contexte
S’il existe plusieurs sous-tâches à la détection de sarcasme, deux approches per-

mettent d’effectuer cette tâche de classification. Dans cette partie, nous décrivons la
première approche : la détection de sarcasme fondée sur le contexte.

Pour ces méthodes, le contenu du tweet est considéré comme insuffisant. Le contexte
du message est donc utilisé afin d’apporter des informations supplémentaires. Par
exemple, ils peuvent être utilisés comme contexte les réponses aux tweets, ou encore
l’historique des messages auquel il appartient. En effet, (Wallace et al., 2014) ont
démontré que les modèles classiques avaient du mal à classifier le sarcasme lorsque du
contexte était nécessaire aux humains pour le détecter [156]. Pour pallier le manque
de contexte (Poria et al., 2016) utilisent des informations supplémentaires comme le
sentiment, les émotions et la personnalité pour classifier un texte [117]. (Khattri et al.,
2015), (Rajadesingan et al., 2015), (Zhang et al., et 2016) quant à eux, se servent de
l’historique des messages publiés par les utilisateurs comme contexte [71, 123, 172].
Enfin (Wallace et al., 2015) exploitent un jeu de données Reddit 6 de sarcasme [156]
afin d’extraire des caractéristiques de contexte [157]. Ceci leur a permis d’améliorer
la classification de sarcasme verbal. Ces approches fondées sur le contexte nécessitent
d’avoir accès aux historiques, ou plus globalement au contexte de publication des
messages. Mis à part une information de retweet présente dans les tweets, et permettant
d’indiquer qu’un tweet a été partagé, ces données de contexte ne sont pas toujours
facilement accessibles. Notre tâche principale étant l’analyse de sentiments, aucun
contexte n’a été collecté lors de la constitution des jeux de données contenus dans notre
ensemble de corpus. Cependant, puisque nous cherchons à améliorer la classification
du sentiment en ajoutant des informations de sarcasme, nous nous intéressons à la
détection de sarcasme fondée sur le contenu.

4.2.3 Détection de sarcasme fondée sur le contenu
Après avoir vu les méthodes fondées sur le contexte, nous présentons plus en détail

la détection de sarcasme fondée sur le contenu. Ces méthodes se concentrent sur le
contenu du texte pour classifier un message selon le vocabulaire utilisé, ou sur des
indicateurs présents dans le tweet. Par exemple (Carvalho et al., 2009) se sont servi
de caractéristiques linguistiques telles que les prédicats positifs, les interjections, ainsi
que des indices oraux et gestuels comme les émoticones, les onomatopées (rires), l’uti-
lisation de nombreux signes de ponctuation, etc. [19]. (Tepperman et al., 2006) ont
étudié la détection de sarcasme dans le discours oral en utilisant la prosodie et les
spectrogramme [147]. Nous pouvons aussi citer (Davidov et al., 2010) et (Tsur et al.,
2010) qui ont fondé leur classifieur sur des patterns syntaxiques [31, 149]. (Joshi et al.,
2015) quant à eux, se sont appuyé sur une utilisation de caractéristiques lexicales,
pragmatiques, etc [67]. Il est également possible de considérer le sarcasme comme l’as-
sociation d’un sentiment positif avec une situation négative, comme l’ont fait (Riloff
et al., 2013) [125].

Notre objectif est de pouvoir améliorer les performances de notre classifieur de sen-

6. https://www.reddit.com/
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timents. Nous avons donc cherché dans la littérature du sarcasme, et en particulier
dans les méthodes fondées sur le contenu, des outils permettant d’améliorer cette
tâche. Nous pouvons diviser les types d’algorithmes utilisés en trois catégories : les
approches fondées sur des règles, les approches fondées sur des caractéristiques et en-
fin les approches avec apprentissage. Dans cette partie, nous étudions ces trois types
d’approches.

Méthodes fondées sur des règles
Le but de la détection de sarcasme fondée sur des règles est d’identifier la présence
de sarcasme à travers la mise en place de règles créées manuellement ou apprises.
Ces règles permettent de mettre en évidence certains indicateurs de sarcasme dans le
texte. (Veale and Hao, 2010) ont étudié la présence de sarcasme dans les comparaisons
(de la forme « [...] as a [...] ») [152]. (Maynard and Greenwood, 2014) se focalisent
sur les hashtags présents dans les tweets, en vérifiant si le sentiment présents dans
un hashtag entre en contradiction avec le contenu du tweet [96]. (Bharti et al., 2015)
ont créé un classifieur fondé sur deux règles [13]. Dans un premier temps, les arbres
syntaxiques de chaque phrase sont générés, permettant ainsi d’identifier les passages
contenant un sentiment, et plus particulièrement de détecter si une phrase positive
contient des expressions négatives. Dans un second temps, la deuxième règle a pour
objectif de détecter les hyperboles. Enfin, (Riloff et al., 2013) détectent le sarcasme en
recherchant des verbes positifs employés dans des situations négatives [125].

Méthodes fondées sur des caractéristiques
La plupart des approches décrites dans cette partie utilisent les « sacs de mots » comme
caractéristique principale. (Tsur et al., 2010) mettent en évidence la présence de mo-
tifs discriminants extraits d’un grand corpus annoté en sarcasme [149]. Comme décrit
précédemment, (Riloff et al., 2013) ont créé un classifieur de sarcasme hybride : d’une
part, ils tentent de détecter un contraste entre la polarité du texte et la situation
(texte négatif pour une situation positive, ou inversement), et d’autre part ils utilisent
un classifieur de sarcasme [125]. Le tweet sera donc considéré comme sarcastique s’il
est identifié soit par le classifieur, soit par le détecteur de contraste. Des caractéris-
tiques lexicales peuvent également être employées [5, 49]. (Reyes et al., 2012) fondent
leur approches sur la recherche d’ambiguïté [124]. (Liebrecht et al., 2013) quant à eux
recherchent les marqueurs d’émotions, en utilisant également les n-grams comme ca-
ractéristiques [83]. Pour (Hernández-Farías et al., 2015), c’est la similarité sémantique
qui leur permet de détecter le sarcasme, ainsi que des caractéristiques liées à la lon-
gueur du texte ou à la capitalisation [55]. (Subramanian et al., 2019) se basent sur
l’utilisation des emojis pour détecter le sarcasme [143]. D’autres approches telles que
(Barbieri and Saggion, 2014) utilisent une combinaison de caractéristiques définies
manuellement telles que la fréquence, le style de langage (parlé/écrit), la structure
du texte, le sentiment, etc [4]. Enfin, des caractéristiques linguistiques [19] peuvent
également servir à la détection du sarcasme.

Méthodes supervisées
Parmi les approches supervisées, nous pouvons distinguer deux sous-catégories : d’une
part les approches traditionnelles d’apprentissage automatique, et d’autre part, les ap-
proches fondées sur les réseaux de neurones (voir Chapitre 2 pour plus de détails sur les
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algorithmes supervisés). Dans un premier temps, la grande majorité des approches tra-
ditionnelles d’apprentissage automatique utilisent des SVM [31, 67, 147, 149]. (Reyes
et al., 2012) ont également utilisé Naives Bayes, en plus du SVM pour la détection de
sarcasme [124]. (Riloff et al., 2013) ont pu comparer les SVM avec les approches fondées
sur des règles citées précédemment [125]. En ce qui concerne les approches utilisant les
réseaux de neurones, leur utilisation s’est de plus en plus répandue ces dernières an-
nées pour la détection de sarcasme. (Joshi et al., 2016) ont utilisé la distance entre les
représentations vectorielles des mots (word-embeddings) comme caractéristiques, qu’ils
ont augmenté de quatre autres caractéristiques fondées sur les similarités [68]. (Ghosh
and Veale, 2016) comparent des SVM récursifs à des réseaux de neurones [45]. Plus
particulièrement, ils réalisent différentes combinaison de couches convolutives avec des
couches de LSTM et des couches linéaires, montrant ainsi que les méthodes fondées
sur l’apprentissage profond atteignent de meilleures performances. Le modèle CAS-
CADE [52] propose une méthode hybride utilisant à la fois le contenu et le contexte.
En effet, le contenu est modélisé grâce à un CNN, tandis que le contexte est traité
grâce à une représentation vectorielle d’utilisateurs (user embedding), ainsi que des
caractéristiques du discours de tous les utilisateurs et messages d’un forum. Enfin, des
méthodes plus récentes, fondées sur les Transformer ont également fait leur preuves
sur la détection de sarcasme.

4.2.4 Discussion
Dans notre cas, nous nous intéressons à l’analyse de sentiments, et plus particulière-

ment à la classification de la polarité du sentiment. Par conséquent, nous chercherons
à améliorer cette classification en utilisant la détection de sarcasme, et non l’inverse.
Les approches utilisant l’analyse de sentiments pour l’amélioration de la détection
de sarcasme ne correspondent donc pas à notre tâche, même s’il est possible de s’en
inspirer.

Concernant le type de détection de sarcasme, nous nous concentrons uniquement sur
les méthodes fondées sur le contenu. En effet, puisque notre objectif principal reste
la classification de sentiments, les corpus publics qui correspondent à cette tâche ne
contiennent pas d’informations de contexte. Ainsi, même les tags de retweet sont sup-
primés lors du nettoyage des données effectué après la collecte des tweets.

Les approches fondées sur des règles sont aujourd’hui rarement utilisées puisqu’elles
sont limitées aux cas couverts par les règles. De plus, le sarcasme est une information
sémantique, et les approches fondées sur des règles ne permettent pas de modéliser la
sémantique du texte. Concernant les méthodes fondées sur des caractéristiques, elles
reposent principalement sur les méthodes « sac de mots » (Bag-of-words, ou BOW)
combinées à d’autres caractéristiques créées manuellement, comme des listes de voca-
bulaires, des n-grammes, ou encore des caractéristiques syntaxiques, morphologiques
ou même structurelles dans le texte. Bien que ce genre de méthodes permette d’inté-
grer différentes informations pouvant être utiles à la classification, la représentation du
texte en « sac de mots » n’est quasiment plus utilisée, au profit des représentations vec-
torielles avec apprentissage (embedding), qui permettent une meilleure représentation
de la sémantique du mot (deux mots proches sémantiquement seront proches dans l’es-
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pace de représentation) [99]. De plus, le choix des caractéristiques utilisées est décidé
manuellement et peut ne pas être optimale, ou peut même biaiser la prédiction.

Les modèles Transformer font partie des méthodes avec apprentissage et sont actuel-
lement à l’état de l’art. Les méthodes basées sur ces modèles ont l’avantage d’ap-
prendre des caractéristiques sémantiques et syntaxiques lors de leur pré-entraînement
[24, 27, 48, 58, 63, 85, 155]. Puisque le sarcasme est une information sémantique, nous
nous sommes naturellement penchés vers ces méthodes pour le traiter.

Tout comme (Savini and Caragea, 2022), nous avons choisi d’utiliser un modèle Trans-
former [151] actuellement à l’état de l’art [141], le modèle BERT [33]. Ce modèle est
affiné, ce qui permet d’adapter ce modèle générique à la classification de sarcasme. En
effet, affiner le modèle permet de palier le manque de données annotées en grandes
quantités. Cependant, plutôt que d’utiliser BERT afin de classifier les tweets, nous uti-
lisons cette information de sarcasme en tant que caractéristique, combiné à d’autres
représentations, à l’instar de [96] qui utilisent la détection de sarcasme comme simple
caractéristique pour inverser ou non la polarité du sentiment.

L’information de sarcasme étant modélisée avec BERT, nous obtenons donc un espace
latent de 768 dimensions, qu’il nous faut maintenant combiner au modèle d’analyse
de sentiments BERTweet, avec 768 dimensions également, et avec Emojional, avec 300
dimensions. La partie suivante concerne ces méthodes de fusion.

4.3 De quelle manière pouvons-nous combiner ces
éléments ?

Afin d’améliorer la classification de sentiments, ou encore de traiter plusieurs types
de données à la fois, il peut être intéressant de combiner différents modèles ou plus sim-
plement différentes représentations. Dans notre cas, nous souhaitons étudier l’impact
que peut avoir l’ajout de caractéristiques d’emojis et d’un modèle de classification de
sarcasme sur l’analyse de sentiments. En effet, si les emojis sont présents dans le texte
et peuvent être facilement extraits, le sarcasme est une information sémantique de haut
niveau. Il faut donc être prudent sur la méthode de fusion de ces informations.

Pour cela, nous nous intéressons donc au multi-modèle (ou fusion/combinaison de
caractéristiques). Dans cette partie, nous faisons donc un panorama sur la fusion de
modèle. Nous voyons dans un premier temps quels sont les éléments généralement
associés, puis nous nous intéressons à la façon dont ces éléments sont combinés entre
eux. Pour finir, nous avons une discussion sur ces différentes méthodes. Ceci nous
permet de déterminer quels sont les modes de fusion les plus adaptés afin de combiner
un embedding d’emojis et un modèle de détection de sarcasme, qui sont deux types de
caractéristiques différentes, à un modèle d’analyse de sentiments.

4.3.1 Quels éléments sont combinés ?
Si fusionner différentes caractéristiques permet d’apporter des informations supplé-

mentaires à un modèle, encore faut-il savoir quels modèles ou représentations combi-
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ner. Cette partie nous permet d’identifier les représentations ou modèles couramment
fusionnés dans la littérature.

Dans le cas de la classification multi-modale, ce sont des caractéristiques de nature
différente qui sont combinées. (Chordia and BG, 2020) combinent des caractéristiques
de texte et d’image [23]. En effet, ils fusionnent CamemBERT [93], le modèle BERT
entraîné sur des données en français, avec un ResNet [53], un réseau de neurones pour le
traitement d’image. Ils tentent également la combinaison de différentes représentations
pour le texte, parmi CamemBERT, [93], FlauBERT [78], qui est un autre BERT appris
sur du français, et M-BERT, un BERT entraîné sur des données multilingues [33].

Parmi les éléments les plus combinés, nous retrouvons les représentations vectorielles.
Il est courant de mélanger différentes représentations de textes ou d’images afin d’en
obtenir une meilleure. Par exemple, (Zhang et al., 2020) ont combiné le word-embedding
GloVe à la représentation de BERT [175]. Dans le cas de (Ghosh and Veale, 2016),
ce sont quatre représentations différentes qui sont utilisées pour la classification d’ar-
ticles scientifiques : RoBERTa, RoBERTa + LDA 7, RoBERTa au niveau des phrases,
et enfin, un TF.IDF suivis d’une régression logistique (voir Chapitre 2 pour plus d’in-
formation sur ces approches). (Wang et al., 2020) proposent Automated Concatenation
of Embeddings qui permet de trouver la meilleure concaténation d’embedding. Enfin,
des représentations d’éléments différents du texte, comme les emojis, peuvent être fu-
sionnées aux représentations textuelles. Par exemple, (Islam and Goldwasser, 2020)
utilisent Emoji2vec en complément de Word2vec pour la représentation de tweets [61].
Les deux embeddings sont fusionnés grâce à un bi-LSTM et à de l’attention, puis cette
combinaison est concaténé à des meta-informations issues du profil de l’utilisateur
Twitter.

Enfin, une méthode plus simple permet également d’intégrer différentes informations
en tant que caractéristique. En effet, nous pouvons voir que (Maynard and Green-
wood, 2014) détectent le sarcasme grâce au contenu des hashtags [96]. La polarité du
sentiment est ensuite inversée en fonction des hashtags et de règles définies manuelle-
ment.

Après avoir vu quels éléments fusionner, la partie suivante est consacrée aux méthodes
de combinaison.

4.3.2 De quelle manière sont-ils combinées ?
Une fois que les types d’éléments à combiner ont été identifiés, il reste à définir si

et comment ils vont être fusionnés ensemble. En effet, certaines méthodes de com-
binaison ne sont applicables que dans certaines configurations précises. Dans cette
partie, nous nous intéressons donc aux différentes méthodes permettant de faire du
multi-modèle.

La stratégie la plus souvent appliquée dans les ensembles de modèles est le vote à la

7. Modèle probabiliste génératif qui permet de décrire des collections de documents de texte ou
d’autres types de données discrètes. [15]
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majorité. Cette méthode de fusion est utilisable uniquement lorsque plusieurs classi-
fieurs correspondant à la tâche sont en jeu. Par exemple, (Ghosh and Veale, 2016)
réalisent un ensemble de quatre modèles afin de classifier des articles scientifiques, et
la décision finale est prise en utilisant la classe votée majoritairement par les quatre
modèles [45]. C’est également le cas pour (Zhang et al., 2020) qui se servent aussi du
vote à la majorité pour leur trois classifieurs afin d’identifier le discours haineux et
offensif [175]. Le vote à la majorité peut également être pondéré [69].

(Lekshmiammal and Madasamy, 2021) ont choisit une stratégie différente pour leur
ensemble, puisqu’ils réalisent leur classification de Fake News en choisissant comme
prédiction finale la somme des probabilités prédites par chaque modèle, la classe de
sortie étant l’argmax de ces probabilités [81]. Moyenner les prédictions est également
possible [21]. Une fois de plus, il est nécessaire d’avoir plusieurs classifieurs pour pouvoir
utiliser cette méthode. Ce type d’approche n’est donc pas adapté à la combinaison de
représentation.

(Chordia and BG, 2020) ont voulu combiner des caractéristiques de texte et d’image
[23]. Pour cela, ils comparent l’utilisation de la concaténation, de la transformation
bi-linéaire 8 et du produit scalaire à la co-attention [90]. (Dai et al., 2021) proposent
une approche qui se veut universelle fondée sur l’attention, qu’ils comparent à d’autres
approches, telles que la somme, ou la concaténation [28]. Pour ces méthodes de com-
binaison, il n’est pas nécessaire d’utiliser plusieurs classifieur. En effet, les différentes
informations sont combinées en amont de la prise de décision. Cela permet donc de
fusionner différentes caractéristiques, comme différentes représentation du texte, ou
même des informations de natures différentes. En ce qui concerne le cas particulier
du sarcasme avec le sentiment, (Majumder et al., 2019) ont pu fusionner ces deux
types d’information en réalisant un apprentissage multi-tâche [92]. En effet, ils tentent
de classifier à la fois le sentiment et le sarcasme. Les classifications sont effectuées
simultanément, avec la particularité que la représentation de sentiments sert égale-
ment à la classification de sarcasme, les deux représentations étant combinées par le
biais d’une couche de Neural Tensor Network (voir figure 4.1). Il s’agit d’une couche
bi-linéaire permettant la fusion de deux Tenseurs, et utilisant notamment de la conca-
ténation.

(Kiela et al., 2018) ont mis en place une méthode différente de celles décrites pré-
cédemment appelée meta-embedding dynamique. Celle-ci permet d’utiliser plusieurs
représentations différentes, et laisse le modèle sélectionner la représentation la plus
adaptée grâce à un apprentissage. Cela permet par exemple d’utiliser plusieurs embed-
dings à la fois, comme GloVe [115], Word2vec [99] et FastText [16] sans avoir à gérer
l’utilisation de chacun d’entre eux.

4.3.3 Discussions
Nous venons de voir différentes méthodes permettant la combinaison de caractéris-

tiques. Nous rappelons que nous souhaitons ajouter des caractéristiques d’emojis et de

8. Méthode de traitement numérique du signal, permet de transformer les représentations du
système en temps continu en temps discret (et inversement).
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Figure 4.1 – Neural Tensor Network permettant la combinaison de deux Tenseurs

sarcasme à BERTweet [104], notre classifieur de sentiments, et étudier l’impact de ces
ajouts. En effet, nous souhaitons que notre modèle puisse apprendre automatiquement
comment utiliser ces différentes informations pour effectuer de l’analyse de sentiments,
et non nous contenter d’une inversion de polarité du sentiment en cas de détection de
sarcasme [96]. Les éléments à combiner ainsi que leurs représentations sont donc déjà
définis, il nous faut maintenant déterminer comment fusionner ces caractéristiques de
manière simple, mais efficace. Il s’agit de trois représentations ayant des informations
différentes, et donc des espaces de projections différents. Ces espaces doivent être rap-
prochés afin que les trois types d’informations puissent être combinés de la meilleure
manière possible.

Les méthodes de votes à la majorité sont incompatibles avec notre approche. En ef-
fet, comme dit précédemment, seuls un classifieur peut voter, et ceux-ci doivent être
adaptés à la tâche. Ainsi, faire voter une représentation d’emojis et un classifieur de
sarcasme dans le cadre d’analyse de sentiments n’aurait pas de sens. De la même
manière, sommer les probabilités avant de déterminer la classe de sortie ne serait pos-
sible qu’en réalisant une classification avec chacune des caractéristiques combinées. La
transformation linéaire appliquée par (Chordia and BG, 2020) [23] étant spécifique au
type de données utilisées, celle-ci n’est pas compatible avec notre approche.

Nous souhaitons combiner trois informations différentes, et non sélectionner la repré-
sentation la plus adaptée pour chacun de nos tweets. Le meta-embedding dynamique
n’est donc pas adapté à notre problématique, ainsi, nous n’emploierons pas cette ap-
proche pour notre fusion de modèles.

Contrairement aux solutions décrites précédemment qui tentent d’intégrer le sarcasme
en utilisant des règles et des a priori (contraste entre la polarité du texte et la situation,
ambiguïté, etc.), nous pensons qu’il est plus judicieux de laisser le modèle apprendre
comment prendre en compte ces informations afin de ne pas introduire d’erreur. De
cette manière, nous espérons que le modèle apprenne à faire les bons choix au bon
moment.

Saagie - INSA Rouen Normandie 86



Nous utilisons donc la somme, la concaténation, ainsi que la moyenne, qui sont majo-
ritairement utilisées dans la littérature [23, 28, 92, 160]. Ces méthodes ont également
l’avantage d’être rapidement modifiables pour effectuer nos expérimentations. Main-
tenant que nous avons clarifié les méthodes de combinaison de caractéristiques, et que
les états de l’art sur les emojis et la détection de sarcasme ont été effectués, nous
décrivons dans la section suivante nos différentes expérimentations.

4.4 Est-il possible d’améliorer l’analyse de senti-
ments en donnant des informations supplémen-
taires au classifieur ?

L’étude de ces différents articles montre que le traitement des emojis et la détection
de sarcasme peuvent être utiles à l’analyse de sentiments. Dans cette section, après
avoir vu le protocole expérimental, nous commençons par combiner une représentation
d’emojis, et plus précisément Emojional, à BERTweet afin d’améliorer la classification
de sentiments. Puis, en nous inspirant de (Majumder et al., 2019) et de (Maynard and
Greenwood, 2014), nous proposons d’intégrer l’information de sarcasme en amont de la
détection de sentiments [92, 96]. Cependant, plutôt que d’inverser automatiquement la
polarité du sentiment en fonction de la détection de sarcasme [96], ou encore d’utiliser
le sentiment pour mieux détecter le sarcasme [92], nous présentons un modèle capable
d’apprendre automatiquement comment utiliser cette information de sarcasme pour la
détection de sentiments.

Nous proposons de tester deux approches. Dans un premier temps, nous combinons
seulement la représentation d’emojis au classifieur de sentiments, et dans un second
temps, nous proposons de fusionner à la fois l’information de d’emojis et de sarcasme
avec le texte, ce qui, à notre connaissance, n’a pas été proposé dans la littérature.
Ceci nous permettra d’étudier l’impact de l’utilisation de ces deux caractéristiques
différentes sur l’analyse de sentiments. En effet, si chacun de ces éléments individuel-
lement, combiné au traitement classique du texte, permet d’améliorer la détection de
sentiments, alors le fait d’utiliser à la fois les emojis et le sarcasme en plus du texte
devrait grandement augmenter l’efficacité de la classification de sentiments.

4.4.1 Protocole Expérimental
Cette partie est consacrée à description de notre protocole expérimental. Nous pré-

sentons chacun de ces éléments du protocole, et nous terminons par détailler les condi-
tions d’expérimentation.

Baseline La baseline utilisée pour comparer nos expérimentations correspond aux
résultats obtenus dans le Chapitre 3 en utilisant BERTweet. Ce modèle a été utilisé
dans les conditions suivantes :
— modèle affiné sur chacun des jeux de données
— normalisation du texte par le Tokenizer (avec démojisation)
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— application des mesures discutées en Chapitre 3 pour éviter l’oubli catastro-
phique, à savoir
— gel des couches, sauf le dernier quart
— taux d’apprentissage faible (1e− 5)

Analyse de sentiments Pour notre étude, nous avons tout d’abord dû sélectionner
le cœur de notre classifieur final : le modèle d’analyse de sentiments. Grâce à notre
Chapitre 3, nous avons pu mettre en place des lignes directrices, permettant la classi-
fication de tweets en ayant accès à des ressources limitées. La quantité de ressources
à notre disposition n’ayant pas changé, nous appliquons ces lignes directrices pour
l’apprentissage de notre modèle d’analyse, à savoir :
— l’utilisation du fine-tuning, étant données la taille de nos jeux de données,
— l’utilisation d’un faible taux d’apprentissage, et du gel des couches du modèle

(toutes excepté le dernier quart),
— utilisation d’un modèle spécialisé, ici BERTweet [104] pré-appris sur des données

Twitter.
Nous avons donc utilisé l’espace latent du modèle BERTweet comme représentation
du sentiment. Le modèle a été affiné sur notre jeu de données, avant d’être sauvegardé
(poids de la dernière couche seulement) et importé dans le modèle de classification
final.

Emojis Afin de pouvoir étudier l’impact de l’ajout des emojis, nous avons choisi
d’utiliser une représentation vectorielle des emojis (voir section 4.1.3), et plus précisé-
ment Emojional [8]. Cette représentation est donc combinée à notre modèle d’analyse
de sentiments, BERTweet, où un vecteur représentant le texte et un autre représentant
les emojis seront fusionnés. Afin de normaliser la taille du vecteur d’emojis, le nombre
maximum d’emojis contenu dans un tweet a été défini pour chaque jeu de données.
Ceci nous permet d’obtenir une taille de vecteur fixe, en réalisant un padding lorsque
le maximum n’est pas atteint. Pour ce padding, un vecteur « emoji vide » a été ajouté
à Emojional. Afin que ce nouveau token puisse s’adapter à nos données, deux options
ont été testées pour le modèle final : laisser la couche d’embedding gelée (comporte-
ment par défaut dans le modèle), ou la dégeler manuellement afin que les poids, et en
particulier le vecteur représentant l’absence d’emoji, puissent être mis à jour.

Détection de sarcasme Concernant la détection de sarcasme, deux approches ont
été testées. Dans un premier temps, nous avons appliqué une approche naïve : les
corpus d’analyse de sentiments ont été annotés en sarcasme (deux classifieurs ont
été comparés : BERT le T5), ce qui a permis d’ajouter un tag à la fin du texte
pour les tweets sarcastiques. Pour la seconde approches, nous avons sélectionné un
modèle de détection de sarcasme qui puisse également être combiné à notre modèle
d’analyse de sentiments. Le modèle choisi est un BERT-base affiné sur un jeu de
données de sarcasme : SemEval 2018 task 3 - irony detection, que nous appellerons
BERT sarcasme. Les poids de la dernière couche du modèle ont ensuite été sauvegardés,
avant d’être chargés dans le modèle final. Nous utilisons donc uniquement l’espace
latent de ce modèle.
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Combinaison Afin de fusionner les différents éléments, nous utilisons les trois mé-
thodes de combinaison les plus courantes décrites section 4.3, à savoir la concaténation,
la somme et la moyenne. Pour la concaténation, les poids de chacun des éléments sont
chargés, concaténés en un grand vecteur, puis des couches Dense permettent d’arriver
à la classification finale. Pour la somme et la moyenne, une étape de réduction de
dimension doit être ajoutée afin que les modèles BERT (768 dimensions) et l’embed-
ding d’emojis (300 dimensions) aient le même nombre de dimensions (voir figure 4.2
et 4.3).

Jeux de données Parmi les six jeux de données présentés dans le Chapitre 3, seule-
ment quatre contiennent des emojis et par conséquent sont utilisables pour ces expé-
rimentations : HatEval [10], OffensEval [170], IberEval [36]et SemEval 2018 task 3a
[150]. Sur ces quatre jeux de données, SemEval 2018 task 3a a été utilisé pour le fine-
tuning du modèle BERT dédié à la détection de sarcasme. Les trois modèles restants
(HatEval, OffensEval et IberEval) ont donc été exploités pour nos expérimentations,
c’est-à-dire dans un premier temps pour l’affinage du modèle d’analyse de sentiments,
puis pour le modèle final. Malgré son manque d’emojis, le corpus de SemEval 2016
nous a tout de même servi pour tester l’intégration naïve du sarcasme.

Expérimentations Chaque expérimentation a été réalisée avec dix découpages aléa-
toires stratifiés, permettant ainsi de vérifier la généralisation des modèles. Il y a ensuite
eu vingt epochs de fine-tuning par découpage, sans arrêt prématuré. Ce sont ensuite
les performances de la meilleure epoch qui sont sauvegardées.

4.4.2 Inclure la représentation d’emojis dans le classifieur de
sentiments

Comme nous avons pu le voir dans la littérature, la prise en compte des emojis en
plus du texte pour l’analyse de sentiments fonctionne bien. Notre objectif étant d’étu-
dier l’impact de l’ajout d’informations d’emojis sur l’analyse de sentiments, nous avons
testé dans un premier temps de combiner le texte avec une représentation vectorielle
des emojis, et plus précisément avec Emojional [8].

Le tableau 4.2 présente les résultats de nos premières expérimentations concernant
l’utilisation de BERTweet pour traiter le texte des tweets, combiné à Emojional pour
représenter les emojis. Ces résultats sont obtenus en utilisant la concaténation, la
somme et la moyenne comme méthode de combinaison. De plus, chacune de ces mé-
thodes est réalisée avec la couche d’embedding d’emojis gelée et dégelée, comme décrit
précédemment.

Nous pouvons voir que cette combinaison obtient de meilleures performances que la
baseline (jusqu’à +6,66 points de score F1 sur IberEval, +6,15 pour OffensEval et
+5,19 pour HatEval). Nous pouvons donc en déduire que ce traitement des emojis
apporte des informations non contenues dans le modèle BERTweet. Les performances
sont particulièrement bonnes lorsque la couche d’embedding est dégelée. Notre hypo-
thèse est que la représentation des emojis s’adapte à nos données ainsi qu’à notre
tâche, et que les poids du token ajouté, représentant l’absence d’emojis, sont appris.
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Figure 4.2 – Fusion de représentation utilisant la concaténation

Figure 4.3 – Fusion de représentation utilisant la somme ou la moyenne
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Les expérimentations suivantes seront donc réalisées avec cette couche d’embedding
dégelée.

Concernant le mode de combinaison, le meilleur score F1 (86,28) ainsi que le meilleur
écart-type sont atteints en utilisant la moyenne pour IberEval, même si les perfor-
mances de la somme ne sont pas très loin derrière. Pour OffensEval, c’est la somme
qui fournit les meilleures performances, avec un score F1 moyen de 84,26 et un écart-
type de 1,14. Enfin, pour HatEval, la somme et la moyenne obtiennent les même scores
F1 moyens, avec un écart-type très proche (la somme est inférieure à la moyenne de
0,03 point). Ce sont donc pour le moment la somme et la moyenne, dont le rang
moyen est égal, qui nous permettent d’obtenir les meilleurs résultats. Ceci nous per-
met d’avoir un premier aperçu des méthodes de combinaison les plus efficaces pour ce
type d’information.

Baseline BERTweet Concaténation Somme Moyenne
Score F1 std Score F1 std Score F1 std Score F1 std

IberEval 79,62 2,18 Frozen 84,87 4,85 85,90 3,33 84,97 3,72
Unfrozen 77,05 15,23 86,04 2,74 86,28 1,9

OffensEval 78,11 0,89 Frozen 83,76 3,82 85,56 4,3 81,89 4,72
Unfrozen 81,78 3,89 84,26 1,14 84,00 4,75

HatEval 83,84 0,86 Frozen 88,32 3,13 89,03 0,98 86,9 4,76
Unfrozen 87,44 6,44 86,73 5, 16 89,03 1,01

Rang moyen : 3 Rang moyen : 1,33 Rang moyen : 1,33

Table 4.2 – Scores F1 et écarts-types (std) pour la combinaison de BERTweet et
Emojional. La baseline correspond à l’utilisation de BERTweet seul, après fine-tuning.

4.4.3 Inclure le sarcasme au classifieur de sentiments, avec ou
sans prise en comte des emojis

Combiner BERTweet avec une représentation vectorielle d’emojis semble fonctionner
correctement. Nous aimerions maintenant étudier l’impact de l’ajout du sarcasme sur
l’analyse de sentiments, et ce incluant ou non la prise en compte des emojis. Si dans
la littérature il y a des cas d’utilisation de l’information de sarcasme afin d’améliorer
l’analyse de sentiments, les méthodes que nous employons sont différentes. En effet,
nous avons tout d’abord tenté d’intégrer l’information de sarcasme de manière naïve,
en tant que caractéristique, en nous inspirant de (Maynard and Greenwood, 2014) [96].
Les résultats obtenus lors de ces expérimentations préliminaires nous ont poussés à aller
plus loin pour inclure le sarcasme à la classification de sentiments. Nous avons donc
sélectionné un modèle à l’état de l’art permettant de faire de la détection de sarcasme,
BERT, et avons utilisé son espace latent en 768 dimensions afin de le combiner à
BERTweet, également en 768 dimensions, affiné sur l’analyse de sentiments. Ainsi,
les différentes représentations seront fusionnées. Dans cette partie, nous verrons tout
d’abord l’approche naïve utilisée pour intégrer le sarcasme en tant que caractéristique,
puis nous nous concentrerons sur la combinaison des différentes représentations, en
incluant ou non les emojis.
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4.4.3.1 Approche naïve pour intégrer l’information de sarcasme dans la
classification de sentiments

Dans la littérature, le sarcasme a parfois été intégré en tant que simple caractéris-
tique afin d’effectuer de la détection de sentiments [96]. En nous inspirant de cette
étude, nous avons voulu expérimenter une première méthode naïve pour prendre en
compte l’information de sarcasme dans nos jeux de données.

En utilisant un classifieur de sarcasme, nous avons tout d’abord effectué une première
étape d’annotation de nos jeux de données d’analyse de sentiments. Ceci nous a alors
permis d’ajouter un tag « SARCASM » à la fin de chacun des tweets détectés comme
étant sarcastique. La classification en sentiments des tweets est ensuite lancée, en
prenant donc en compte l’information de sarcasme lorsque celle-ci a été détectée.

Afin de réaliser cette étape d’annotation, trois approches ont été comparées. Tout
d’abord, un modèle T5 affiné sur de la détection de sarcasme sur Twitter et disponible
sur HuggingFace 9 [120] a servi à la labellisation des jeux de données. Le T5 étant un
modèle permettant la génération de texte, il s’agit donc de génération de label (normal
ou dérision). Pour la seconde approche, nous avons affiné un BERT-base sur le jeu
de données SemEval 2018 task 3a, spécialisé dans la détection d’ironie. Ce modèle a
ensuite servi à annoter les corpus de sentiments avec le tag « SARCASM ». Enfin, pour
la dernière approche, ce sont cette fois 10 modèles BERT-base qui ont été affinés sur
les données de SemEval 2018 task 3a. Un vote à la majorité est ensuite appliqué afin
de déterminer si chacun des tweets est sarcastique ou non.

Le tableau 4.3 présente les résultats de l’analyse de sentiments avec et sans information
de sarcasme, sur trois jeux de donneés. Afin de comparer les deux approches, les
scores f1 ainsi que les écarts-types sont analysés. Comme nous pouvons le voir, pour
les jeux de données IberEval et HatEval (les deux corpus contenant deux classes),
la présence d’information de sarcasme ne permet pas d’améliorer la classification de
sentiments. En effet, les scores f1 restent similaires : seulement un gain de 0,29 point
en utilisant le vote à la majorité pour l’annotation en sarcasme. Avec le T5, l’écart-
type est légèrement réduit (-0,55 point), le modèle généralise mieux. Concernant le
jeu de donnée SemEval 2016 task 6, nous pouvons constater une dégradation des
performances de classification de sentiments : quel que soit la méthode utilisée pour
l’annotation en sarcasme, le score f1 est diminué ; -1,02 points avec le vote à la majorité,
et jusqu’à -2,32 points en utilisant un modèle aléatoire affiné sur SemEval 2018. En
revanche, l’écart-type reste inchangée.

Les résultats obtenus ne montrent aucun progrès de la détection de sentiments en ajou-
tant l’information de sarcasme avec cette approches naïve. Nous avons donc souhaité
tenter une autre méthode d’intégration du sarcasme, en reprenant les méthodes de
combinaisons expérimentée pour l’intégration des emojis. Dans les parties suivantes,
nous voyons donc les résultats de ces combinaisons.

9. https://huggingface.co/mrm8488/t5-base-finetuned-sarcasm-twitter
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HatEval IberEval SemEval 2016
Avec sarc. Sans sarc. Avec sarc. Sans sarc. Avec sarc. Sans sarc.

BERT affiné 81,73 (±1,19)
81,76 (±0,94)

78,47 (±2,78)
78,59) (±2,85)

57,68 (±3,1)
60,00 (±2,9)10 BERT affinés 81,75 (±1,06) 78,88 (±2,97) 58,98 (±2,85)

T5 sarc. 81,76 (±1,06) 78,56 (±2,3) 58,70 (±2,72)

Table 4.3 – Scores F1 et écarts-types (std) pour l’intégration naïve du sarcasme grâce
à un tag

4.4.3.2 Inclure le sarcasme au sentiment, sans les emojis

Puisque l’approche naïve n’a pas fonctionné, nous avons cette fois utilisé le modèle
BERT afin d’avoir une représentation de sarcasme, et nous l’avons combiné à BERT-
weet. Plus précisément, nous avons extrait l’espace latent d’un modèle BERT affiné
sur un corpus de sarcasme, et fusionné les 768 dimensions avec celles de BERTweet
affiné sur de la classification de sentiments.

Les résultats des expérimentations concernant BERTweet combiné aux informations
de sarcasme sont présentés dans le tableau 4.4. Bien que ces résultats soient inférieurs
à ceux de la combinaison BERTweet+Emojis (voir tableau 4.2), ils restent supérieurs à
la baseline. En effet, nous pouvons observer un gain de 3,18 et 3,39 points de score F1
moyen en utilisant respectivement la concaténation et la moyenne sur IberEval, ainsi
qu’un gain de 4,91 points de score F1 moyen sur OffensEval en utilisant la somme
pour combiner les deux éléments. Cette fois encore, nous pouvons constater que les
meilleures performances sont atteintes pour les deux jeux de données en utilisant la
somme et la moyenne. Pour HatEval, c’est également la somme qui permet d’obtenir
les meilleurs scores F1, avec un gain de 1,47 points par rapport à la baseline.

Les résultats du tableau 4.4 confirment la conclusion de l’expérimentation précédente :
c’est une nouvelle fois la somme et la moyenne, deux méthodes mathématiquement
proches, qui obtiennent les meilleurs résultats. Nous pouvons donc émettre l’hypo-
thèse que ce type de combinaison permet au mieux de conserver les informations
contenues dans les différentes caractéristiques combinées (BERTweet, BERT sarcasme
et Emojional) comparées à la concaténation.

Nous avons pu voir précédemment que l’utilisation des emojis améliorait les perfor-
mances du modèle. Nous venons maintenant de voir que la combinaison d’une repré-
sentation de sarcasme permettait également d’améliorer la classification. Nous pouvons
donc émettre l’hypothèse que fusionner à la fois la représentation d’emojis et BERT
sarcasme avec BERTweet devrait permettre d’obtenir d’encore meilleurs scores, en
donnant ainsi au modèle toutes les informations nécessaires pour qu’il puisse correc-
tement prédire le sentiment.

4.4.3.3 Inclure les emojis et le sarcasme au sentiment

Notre objectif est d’étudier l’impact que peut avoir l’ajout à la fois d’information
d’emojis et de sarcasme sur notre classifieur de sentiments. En effet, notre modèle de
sarcasme et la représentation d’emojis ont individuellement amélioré notre classifieur
de sentiments. Nous avons donc l’intuition qu’ajouter ces deux types d’information en
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Baseline Concaténation Somme Moyenne
Score F1 std Score F1 std Score F1 std Score F1 std

IberEval 79,62 2,18 82,80 3,89 80,93 2,52 83,01 3,07
OffensEval 78,11 0,89 79,64 2,89 83,02 3,66 80,71 3,31
HatEval 83,84 0,86 84,04 2,19 85,31 2,69 84,74 2,7

Rang moyen : 2,67 Rang moyen : 1,67 Rang moyen : 1,67

Table 4.4 – Scores F1 et écarts-types (std) pour la combinaison de BERTweet et du
BERT sarcasme

même temps devrait permettre d’améliorer l’analyse de sentiments.

L’idée ici est donc de combiner trois choses : un modèle affiné sur de l’analyse de
sentiments (BERTweet [104]), une représentation vectorielle d’emojis (Emojional [8]),
et un modèle affiné sur de la détection de sarcasme (BERT [33]). Ces trois repré-
sentations seront encore une fois combinées en utilisant les trois méthodes utilisées
précédemment. Les trois vecteurs seront donc soit concaténés en un grand vecteur de
1836 dimensions (768 pour BERTweet + 768 pour BERT sarcasme + 300 pour Emo-
jional), soit moyennés ou sommés. Pour la moyenne et la somme, BERTweet et BERT
doivent au préalable subir une étape de réduction du nombre de leur dimensions afin
d’atteindre les 300 dimensions de Emojional. Chaque réduction est effectuée au moyen
d’une couche linéaire (Dense), qui prend en entrée le vecteur de 768 dimensions, et
donne en sortie un vecteur de 300 dimensions. Une fois que les trois représentations
possèdent le même nombre de dimensions, il est possible d’effectuer une moyenne ou
une somme, résultant en un vecteur final de 300 dimensions.

Les résultats de ces expérimentations, ainsi que des précédentes, sont réunies dans le
tableau 4.5. Comme nous pouvons le voir, la combinaison des trois éléments (ALL)
obtient de meilleurs scores que la baseline (jusqu’à +2,91 point), malgré une perte
en généralisation dans tout le tableau de manière générale. Si pour IberEval, c’est la
concaténation qui réalise les meilleures performances, c’est une fois de plus la somme et
la moyenne qui fonctionnent le mieux pour les autres jeux de données, respectivement
+2,91 points pour HatEval et +2,57 pour OffensEval.

En comparant ces scores avec ceux obtenus précédemment (BERTweet+Emojis et
BERTweet+Sarcasme), nous pouvons voir que les scores F1 sont bien inférieurs lors
de la combinaison des trois éléments. Ceci est particulièrement vrai pour le jeu de
données OffensEval, avec lequel les performances de ALL sont inférieures quelle que
soit la méthode de combinaison. Au vu des résultats obtenus avec BERTweet+Emojis
et BERTweet+sarcasme, notre première hypothèse est que le détecteur de sarcasme
empêche le modèle d’atteindre son potentiel maximum, puisque BERTweet+sarcasme
a des performances moins élevées que BERTweet+emoji. Ceci pourrait être dû à des
informations contradictoires apportées par le classifieur de sarcasme. Comme nous
avons pu le voir précédemment, la combinaison du modèle de sentiments avec la repré-
sentation d’emojis obtient toujours les meilleurs scores F1, mis à part la concaténation
pour le jeu de données IberEval. Ceci peut s’expliquer par le fait qu’il s’agisse de
notre plus petit jeu de données, le modèle peut donc avoir du mal à apprendre, en
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particulier pour des couches linéaires permettant la classification qui n’ont pas eu de
pré-apprentissage.

Notre seconde hypothèse concerne plutôt la manière dont les éléments sont combinés.
En effet, il est possible que des méthodes de combinaison aussi simple ne soient pas
efficaces pour prendre en compte les différentes informations. Afin de vérifier cela, nous
proposons de poursuivre nos expériences en utilisant une méthode de combinaison
différente, ainsi qu’en réalisant une ablation study, c’est-à-dire en retirant le classifieur
de sentiments, et en conservant uniquement Emojional et BERT sarcasme. Ceci nous
permettra de tester l’impact de la représentation d’emojis et du modèle de sarcasme
seuls, sans BERTweet.

Baseline Elt Comb. f-uf Concaténation Somme Moyenne
Score F1 std Score F1 std Score F1 std Score F1 std

IberEval
79,62 2,18

BERTweet+Emojis Unfrozen 77,05 15,23 86,04 2,74 86,28 1,9
BERTweet+Sarc. - 82,80 3,89 80,93 2,52 83,01 3,07

ALL Unfrozen 82,53 3,97 81,49 2,78 80,80 3,16

OffensEval
78,11 0,89

BERTweet+Emojis Unfrozen 81,78 3,89 84,26 1,14 84,00 4,75
BERTweet+Sarc. - 79,64 2,89 83,02 3,66 80,71 3,31

ALL Unfrozen 78,3 2,7 80,68 3,62 79,10 2,72

HatEval
83,84 0,86

BERTweet+Emojis Unfrozen 87,44 6,44 86,73 5,16 89,03 1,01
BERTweet+Sarc. - 84,04 2,19 85,31 2,69 84,74 2,7

ALL Unfrozen 84,39 2,88 86,73 3,14 85,41 2,59

Table 4.5 – Scores F1 et écarts-types (std) pour la combinaison de BERTweet, BERT
sarcasme et Emojional

4.4.4 Étude approfondie
En souhaitant étudier l’impact des caractéristiques d’emojis et de sarcasme sur la

classification de sentiments, nous avons mis en avant une contradiction grâce à nos
précédentes expérimentation. En effet, l’ajout d’une représentation des emojis à la
classification de sentiments améliore le modèle, de même que la combinaison avec un
modèle de détection de sarcasme. Cependant, l’utilisation de ces trois informations
simultanément semble freiner les performances du modèle final. Deux hypothèses ont
alors été proposées : les emojis entrent en conflit avec le modèle de sarcasme, ou bien
le mode de combinaison des éléments est trop naïf. Dans cette partie, nous étudie-
rons donc ce comportement à travers une étude du mode de combinaison, suivi d’une
ablation study.

4.4.4.1 Étude sur le mode de combinaison

Afin d’analyser l’apport du mode de combinaison sur la qualité de l’apprentissage,
nous proposons de comparer les approches naïves de combinaison avec les approches
hybrides suivantes :
— une première approche, pour laquelle le nombre de dimensions de BERTweet est

réduit afin de moyenner le modèle avec la représentation des emojis, puis cette
moyenne est concaténée avec BERT sarcasme, réduit également en dimension.
Puis la classification finale est effectuée (figure 4.4).
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— une seconde, dont l’architecture est proche de celle décrite précédemment, ce-
pendant le nombre de dimensions est tout d’abord augmenté, avant d’appliquer
une fonction d’activation (ReLU) avant chaque combinaison (figure 4.5).

En appliquant différentes méthodes combinaisons ensemble, nous souhaitons tester
deux choses : tout d’abord, si un mode de combinaison plus complexe permet d’amélio-
rer l’analyse de sentiments, mais également si l’ajout de couches non linéaire (fonction
d’activation) a un impact sur l’agrégation des informations.

Nous pouvons voir tableau 4.6 que la version classique, c’est-à-dire sans augmenta-
tion ni fonction d’activation (figure 4.4) a des performances similaires à la moyenne
classique des trois informations différentes (ALL) en tableau 4.5. Ces résultats restent
donc inférieurs à l’utilisation de la représentation d’emojis seule avec le classifieur de
sentiments. En revanche, l’ajout d’augmentation de dimension et de ReLU (figure 4.5)
améliore le score F1 de ALL. Notre hypothèse est donc que les espaces de projection
sont trop éloignés/différents pour être combinés de manière naïve. Ce problème est
légèrement corrigé par l’augmentation puis réduction du nombre de dimensions, et
surtout par l’utilisation de couches non linéaires, ici des ReLU.

Elt Comb. Concaténation Somme Moyenne Moyenne+Concat. Moyenne+Concat.+ReLU
Score F1 std Score F1 std Score F1 std Score F1 std Score F1 std

IberEval
BERTweet+Emojis 77,05 15,23 86,04 2,74 86,28 1,9

80,68 2,96 83,2 3,44BERTweet+Sarc. 82,80 3,89 80,93 2,52 83,01 3,07
ALL 82,53 3,97 81,49 2,78 80,80 3,16

OffensEval
BERTweet+Emojis 81,78 3,89 84,26 1,14 84,00 4,75

78,7 2,51 82,93 2,67BERTweet+Sarc. 79,64 2,89 83,02 3,66 80,71 3,31
ALL 78,3 2,7 80,68 3,62 79,10 2,72

HatEval
BERTweet+Emojis 87,44 6,44 86,73 5,16 89,03 1,01

84,88 2,92 83,49 2,22BERTweet+Sarc. 84,04 2,19 85,31 2,69 84,74 2,7
ALL 84,39 2,88 86,73 3,14 85,41 2,59

Table 4.6 – Scores F1 et écarts-types (std) pour la combinaison de BERTweet, BERT
sarcasme et Emojional, en utilisant la concaténation et la moyenne (voir schémas 4.4
et 4.5)

4.4.4.2 Ablation study

Les résultats obtenus montrent que l’ajout des caractéristiques de sarcasme et d’emo-
jis permettent d’obtenir de meilleurs scores qu’en utilisant le texte seul (baseline).
Cependant, cette amélioration reste inférieure à l’utilisation du texte avec les informa-
tions d’emojis ou de sarcasme individuellement. Afin d’étudier plus en détail l’impact
de chaque élément et de déterminer l’influence de chacune des caractéristiques, nous
avons réalisé des expérimentations supplémentaires. En effet, dans l’idée d’examiner
plus précisément les caractéristiques d’emojis et de sarcasme, nous voulons vérifier ce
qu’il se passe en utilisant uniquement une seule des caractéristiques ajoutées. Cela
signifie que la l’embedding d’emojis Emojional et BERT sarcasme seront utilisés sans
le modèle de sentiments BERTweet, seuls ou combinés ensemble de manière naïve
(c’est-à-dire une utilisation à la fois de Emojional et de BERT sarcasme).

Emojis + Dense
Dans les résultats précédents, nous avons pu voir qu’utiliser un embedding d’emojis ou
un modèle de sarcasme en complément d’un modèle d’analyse de sentiments permettait
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Figure 4.4 – Architecture utilisée pour la combinaison de BERTweet, BERT sarcasme
et Emojional simple

d’améliorer la classification. Nous avons également pu constater qu’ajouter conjointe-
ment ces deux types d’informations améliorait plus faiblement le modèle d’analyse
de sentiments. Dans cette partie, nous étudions l’impact de l’embedding d’emojis sur
la classification du sentiment pour nos jeux de données. Les résultats de ces expéri-
mentations sont contenus dans le tableau 4.7. Nous pouvons voir que le score F1 est
particulièrement mauvais sur le jeu de données complet. Cela s’explique par le fait
que tous les tweets ne contiennent pas d’emojis. Ainsi, certains des tweets ont pour
représentation une suite d’emojis vides. Compte tenu de la faible proportion de tweets
avec emojis, nous n’avons pas reproduit cette expérimentations uniquement sur les
tweets qui en contiennent. En effet, IberEval ne contient que 231 tweets avec des emo-
jis (296 pour HatEval et 699 pour OffensEval), ce qui est trop peu pour affiner un
modèle.

Sarcasme + Dense
Après avoir vu que l’utilisation d’une représentation des emojis seule ne permettait pas
la classification du sentiment, nous allons maintenant tester notre modèle de détection
de sarcasme seul sur notre tâche. Pour rappel, le modèle en question est un BERT-base
affiné sur le corpus SemEval 2018 task 3, c’est-à-dire de la détection de sarcasme. Le
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Figure 4.5 – Architecture utilisée pour la combinaison de BERTweet, BERT sarcasme
et Emojional, avec augmentation de dimensions et fonction d’activation

tableau 4.7 réunit ces résultats. Nous pouvons voir que le score est déjà plus semblable
aux scores F1 précédents. Notre hypothèse est que le fine-tuning de sarcasme est
probablement oublié, et BERT se transforme alors en simple classifieur de sentiments,
ce qui peut expliquer des scores proches de la baseline. Le modèle BERT n’étant
pas spécialisé sur les données Twitter, nous obtenons donc des résultats proches, voir
légèrement en dessous de la baseline.

Emojis + Sarcasme + Dense
Enfin, nous avons voulu tester l’analyse de sentiments en utilisant à la fois le modèle
de sarcasme et la représentation des emojis ensemble. Afin de combiner ces deux types
de caractéristiques, nous nous sommes servis de la somme et de la moyenne, car ces
deux méthodes ont obtenu les meilleures performances sur nos précédentes expériences.
Les résultats de ces expérimentations sont notés dans le tableau 4.7. Avec Emojional
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Figure 4.6 – Répartition des tweets contenant des emojis pour chaque jeu de données

combiné au modèle de sarcasme, nous pouvons voir qu’il n’y a pas d’amélioration liée
à l’ajout des emojis. En effet, les scores obtenus sont proches de ceux du sarcasme
seul. Une fois encore, le modèle de sarcasme se transforme en modèle de classification
de sentiments, oubliant son précédent fine-tuning, et les performances sont similaires
à la baseline.

Score F1 std

IberEval
Emojis + Dense 36,93 0,73

Sarcasme + Emojis + Dense (mean) 79,02 1,14
Sarcasme + Dense 79,19 1,13

OffensEval
Emojis + Dense 40,59 0,35

Sarcasme + Emojis + Dense 77,41 0,41
Sarcasme + Dense 77,37 0,34

HatEval
Emojis + Dense 37,06 0,31

Sarcasme + Emojis + Dense 82,25 0,68
Sarcasme + Dense 82,49 0,69

Table 4.7 – Résultats de l’Ablation study, Scores F1 et écarts-types (std) pour la
classification utilisant Emojional ou BERT sarcasme seuls, ou une combinaison des
deux (sans BERTweet).

Analyse d’erreur de ALL
Afin de mieux comprendre l’impact du classifieur de sarcasme sur le modèle d’ana-
lyse de sentiments, nous avons tout d’abord réalisé une exploration manuelle des cas
d’erreurs de ALL. Nous avons ainsi pu constater que ces tweets sont particulièrement
ambigus et difficiles à classifier, même pour un humain. Ceci est lié à la nature des
jeux de données, qui traitent la haine, la misogynie et l’agressivité. Dans un second
temps, nous avons voulu comparer les prédictions pour certaines de nos expérimenta-
tions. Nous avons donc vérifié les erreurs de ALL lors de la prédiction du sentiment, et
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% de tweets sarcastiques parmi les erreurs de ALL
IberEval 59,05 %
OffensEval 60,36 %
HatEval 63,96 %

Table 4.8 – Étude des cas d’erreur de ALL

observé si les tweets étaient détectés comme étant sarcastiques ou non. Les résultats
de cette étude sont disponibles dans le tableau 4.8. Il s’avère que dans la majorité des
cas, les tweets mal classifiés par ALL sont sarcastiques (63,96% des cas pour HatE-
val). Il y a donc bien un conflit entre les informations apportées par le classifieur de
sarcasme, et celles du modèle de sentiments et des emojis. La partie suivante nous
permettra d’effectuer une analyse globale de nos résultats, et de proposer des pistes
pour solutionner le problème de conflit.

4.4.5 Analyse des résultats
Nous avons réalisé une étude permettant d’étudier l’impact de l’ajout de caracté-

ristiques d’emojis et de sarcasme à notre classifieur de sentiments. Afin de trouver
la bonne méthode pour combiner nos caractéristiques avec notre modèle, nous avons
dans le même temps réalisé une étude comparative de trois différents modes de com-
binaison : la concaténation, la somme et la moyenne.

Comme nous pouvons le voir dans le tableau 4.5, les meilleures performances pour
chacun des jeux de données sont obtenues avec BERTweet+Emojis. Les scores F1 pour
l’utilisation du sarcasme en complément du modèle de SA, bien que tout de même
au-dessus de la baseline, sont inférieurs à ceux avec les emojis. Afin de maximiser
l’adaptation de l’embedding d’emojis aux données, il est plus judicieux de dégeler
la couche d’embedding. En effet, pour deux de nos trois corpus, en ayant la couche
d’embedding dégelée, les performances atteignent +6,66 de score F1, et -0,28 d’écart-
type, par rapport à la baseline BERTweet seul pour IberEval et +6,15 de score F1
et +0,25 d’écart-type pour OffensEval. Ces performances sont obtenues en utilisant
la moyenne ou la somme comme moyen de combinaison. En effet, ces deux modes de
combinaison semblent agréger au mieux nos différents types d’information en limitant
les pertes. Notre hypothèse est donc que la concaténation de grands vecteurs (768 pour
BERTweet, 768 pour BERT et 300 pour Emojional) limite l’apprentissage du modèle.
Cette hypothèse sera vérifiée ultérieurement, les résultats ne seront donc pas présentés
dans cette thèse.

Concernant les scores moins élevés de la combinaison des trois modèles, deux hypo-
thèses ont été émises. La première concerne la manière dont les différentes informations
sont combinées. En effet, en tentant de mélanger à la fois de l’analyse de sentiments,
une représentation des emojis et un détecteur de sarcasme, il est possible qu’un mode
de combinaison aussi naïf que la somme ou la moyenne ne soit pas suffisant pour
que toutes les informations soient assimilées par le modèle final. Pour tester cela, nous
avons comparé deux nouveaux modes de combinaison de ces trois éléments. Si cela nous
a permis d’améliorer les performances du modèle, les scores restent tout de même en
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dessous de l’utilisation de BERTweet+Emojis. Notre seconde hypothèse concerne donc
un potentiel conflit entre les informations apportées par les emojis et par le détecteur
de sarcasme. Pour la tester, nous avons tout d’abord effectué une ablation study. Plus
précisément, nous avons voulu voir plus en détail comment réagissaient le modèle de
sarcasme et la représentation des emojis lorsqu’ils étaient utilisés seuls, ou simplement
combinés entre eux. Pour Emojional, les jeux de données ne contiennent pas assez
de tweets pour que la représentation vectorielle seule permette la classification. En
revanche, pour le modèle BERT affiné sur la détection de sarcasme, seul ou avec la
représentation des emojis, le modèle atteint des performances proches de la baseline. Il
s’avère que notre modèle de sarcasme se transforme alors en modèle d’analyse de sen-
timents, oubliant rapidement son précédent fine-tuning. La dernière expérience menée
nous a permis d’obtenir une réponse partielle à nos hypothèses. En effet, nous avons
voulu directement analyser si le sarcasme avait un impact négatif sur la combinaison
des trois éléments. Nous avons, dans premier temps, observé manuellement les erreurs
du modèle, et remarqué que la plupart de ces tweets étaient difficiles à classifier, même
pour un humain. Une solution à cela pourrait être l’ajout d’une classe supplémentaire
« indécidable », qui serait utile pour les jeux de données traitant des thématiques com-
pliquées, comme la misogynie, la haine et l’agressivité. Dans un second temps, nous
avons vérifié la classification de sarcasme pour ces tweets mal classifiés. Au vu des
résultats de notre étude approfondie, les informations apportées par la représentation
vectorielle des emojis combinée au modèle de sentiments BERTweet semblent entrer
en contradiction avec le modèle de détection de sarcasme puisqu’en moyenne 61,12 %
des erreurs du modèle sont des tweets sarcastiques.

En effet, le modèle final combinant les trois éléments a plus de difficulté à classifier
les tweets identifiés comme étant sarcastiques. D’autres expérimentations sont donc à
mener, notamment concernant l’ajout de pondération apprise par le modèle, lui per-
mettant de donner plus ou moins d’importance à chaque modèle ou représentation
selon le tweet. Par exemple, un tweet ne contenant pas d’emojis ne nécessitera pas
d’information provenant de la représentation vectorielle des emojis. Le temps étant li-
mité, ces expérimentations seront poursuivies dans un second temps et non présentées
dans cette thèse, afin d’apporter des clarifications à nos hypothèses. Ainsi, nous recom-
mandons donc pour le moment l’utilisation d’une représentation vectorielle d’emojis
afin d’apporter des informations supplémentaires sur les tweets. Afin de les combiner,
la somme et la moyenne semblent être plus performantes (il s’agit de toute manière
de deux méthodes très proches).
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Chapitre 5

Projet SAPhIRS et
l’industrialisation de
l’apprentissage automatique

Résumé
Ce chapitre est dédié au projet SAPhIRS réalisé en partenariat entre Saagie, le LITIS

et Airbus Defence and Space, et dans lequel s’inscrit cette thèse. L’objectif de ce projet
est la détection de radicalisation, d’influenceurs et de communautés. Nous commençons
par présenter le projet, ainsi que les différents partenaires, puis nous détaillons nos
différentes contributions pour SAPhIRS. Dans ce chapitre, nous décrivons également
notre participation à la compétition SemEval 2019, effectué dans le cadre du projet,
dans l’attente de la collecte d’un jeu de données de radicalisation.
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Projet SAPhIRS et l’industrialisa-
tion de l’apprentissage automatique
L’avènement des réseaux sociaux a conduit à une large augmentation de données

publiées sur Internet. Cela concerne notamment l’émission d’opinions sur des événe-
ments de la vie quotidienne, publique et politique, ou la diffusion d’idéologie sur des
sujets parfois sensibles (appel à la haine, discours radicaux, etc.). Cette thèse s’inscrit
dans le projet SAPhIRS, afin d’analyser ces phénomènes. Ainsi, dans le but d’étudier
les mécanismes de propagation de l’information et de l’opinion au sein des réseaux
sociaux, le projet SAPhIRS, pour « Système pour l’Analyse de la Propagation d’In-
formation dans les Réseaux Sociaux », a été mis en place. Il s’agit d’un projet inscrit
dans le dispositif RAPID, retenu par le comité de sélection conjoint tenu par la DGA
et DGE en fin 2017.

Ce projet a été développé par Saagie, porteur du projet, en partenariat avec le LITIS
et Airbus Defence and Space. Les travaux décrits dans ce chapitre ont été réalisés par
les trois partenaires, il s’agit donc d’un travail collectif. Mes contributions pour ce
projet (en collaboration avec l’équipe Recherche de Saagie) concernent principalement
la création de modules pour le pipeline de détection de haine (collecte et stockage des
tweets, détection de langue et de dialecte, translittération, détection de haine, d’objet
d’opinion et de polarité d’opinion), ainsi que la mise en place du pipeline et la visua-
lisation des différents résultats obtenus (voir tableau 5.6). Cette thèse étant réalisée
dans le cadre du dispositif CIFRE avec le laboratoire LITIS ainsi que dans l’entreprise
Saagie, les différentes contributions auxquelles j’ai pu participer correspondent à la
fois à des contributions de Saagie et du LITIS.

Le projet SAPhIRS a pour objectif d’élaborer des outils de détection de phénomènes de
radicalisation dans les réseaux sociaux, et plus précisément sur Twitter. Pour répondre
à cette problématique, nous proposons de développer un outil permettant l’analyse
d’opinion, la reconnaissance de changements d’opinion, ainsi que la détection de leaders
d’influence dans le domaine civil et de la sécurité. Les travaux sont focalisés sur deux
cas d’utilisation : le domaine civil et militaire. Dans le domaine civil, il s’agit d’analyser
des opinions liées au tourisme en Normandie, ainsi que leur propagation. Dans le
domaine militaire, il est question cette fois de détecter et d’analyser des messages
radicaux ou d’appel à la haine, de suivre leur propagation et de détecter les leaders
d’influence.

Le terme radicalisation est ici employé au sens large, c’est-à-dire qu’il s’agit du « pro-
cessus d’adoption d’une croyance extrémiste incluant la volonté d’utiliser, de soutenir
ou de faciliter la violence comme méthode de changement de la société » 1. Cette dé-
finition comprend notamment la radicalisation religieuse (ainsi que le terrorisme), ou
le hooliganisme pour le domaine du sport.

Afin de faciliter son développement, le projet a été divisé en trois lots. Le premier lot
implique directement Saagie, puisqu’il concerne la collecte et le stockage de données,

1. http://radicalisation.fr/radicalisation_definition.php
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l’entraînement de modèles et la démonstration grâce à la solution Saagie. Le lot 2
consiste à implémenter différents modules permettant l’analyse d’opinion et la détec-
tion de radicalisation sur Twitter. Enfin, le lot 3 est lié aux solutions permettant de
détecter la propagation d’influences.

Si collecter des données Twitter est simple, grâce à l’API officielle 2 du réseau social,
l’accès et surtout l’annotation de tweets radicaux est plus difficile. Pour faciliter la
création de ce jeu de données, nous sommes passés par l’entreprise externe ELDA 3.
Ceci nous a permis d’obtenir un corpus final de 100 000 tweets annotés en objet
d’opinion et en polarité.

Cependant, la constitution de ce jeu a pris du temps. Dans l’attente de l’obtention du
corpus spécialisé sur la radicalisation, avec l’équipe Recherche de Saagie, nous avons
pris part à la tâche 5 de la compétition SemEval 2019 [9] : la détection de haine.
Ceci nous permit de tester différentes approches sur une thématique proche de la
nôtre.

Ce chapitre est consacré aux différentes étapes du projet SAPhIRS et à sa mise en
production. Nous y voyons donc les différentes étapes de sa construction. Nous com-
mençons par présenter plus en détail le projet, avant d’aborder la partie dédiée à la
détection d’influences et de communautés (lot 3). Nous traitons ensuite les modules
créés par Saagie, qui correspondent principalement aux lots 1 et 2, avant de voir la
création du pipeline final, le déploiement et la visualisation des résultats. Enfin, nous
terminons par décrire la participation à la compétition SemEval 2019, avant de pré-
senter un tableau récapitulatif de mes contributions au projet.

5.1 Présentation du projet SAPhIRS
Comme nous l’avons dit précédemment, le but du projet SAPhIRS est de développer

des outils permettant de détecter la radicalisation sur Twitter. Le projet est réalisé
en partenariat entre Saagie, le LITIS et Airbus Defence and Space et est découpé en
plusieurs lots afin de faciliter son avancement.

5.1.1 Partenariat entre Saagie, le LITIS et Airbus Defence
and Space

Saagie, est une entreprise créée en 2013. Elle accompagne les entreprises dans leur
transition numérique en les libérant des barrières technologiques liées au Big Data. En
plus de ses activités de service, qui l’ont amené à travailler avec de nombreux acteurs
français et internationaux (Vente privée, Johnson&Johnson, Icade, Caisse d’Epargne
Normandie, Ferrero, Bouygues Energies Services, Matmut...) Saagie a lancé sa propre
plateforme Big Data. Clé en main, de bout en bout et orientée métier, elle permet d’ex-
ploiter pleinement la richesse des données des entreprises de tous secteurs d’activité
souhaitant placer la donnée au cœur de leur culture, leur permettant ainsi de créer de

2. https://developer.twitter.com/en/docs
3. http://www.elda.fr/en/
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nouveaux leviers de croissance. Ambassadeur de la Normandy French Tech, hébergée
au sein de Seine Innopolis, l’écosystème normand du numérique, Saagie est soutenue
par la Région Normandie et la BPI et accompagnée par The Family, le Réseau Entre-
prendre et le Hub BPI France. Saagie se compose d’une équipe pluridisciplinaire : data
scientists, développeurs, architectes Data ou encore experts métier, ainsi qu’un Pôle
Recherche. Le pôle Recherche de Saagie, se concentre sur trois thématiques : l’ap-
prentissage faiblement supervisé, l’apprentissage multimodale, et l’explicabilité des
modèles. Il a également pour objectif de participer à l’intégration au produit Saagie
de nouvelles technologies liées à l’apprentissage profond, ainsi qu’au rayonnement de
Saagie via des compétitions.

Le laboratoire d’informatique, de traitement de l’information et des systèmes (LITIS,
EA 4108) est l’unité de recherche en sciences et technologies de l’information de Haute-
Normandie commune à l’INSA de Rouen, à l’Université de Rouen et à celle du Havre.
Le LITIS développe des démarches cohérentes pour mieux comprendre et maîtriser
la nature de l’information et de son utilisation contextuelle. Ses recherches portent
à la fois sur des aspects théoriques, algorithmiques et sur la mise en œuvre de sys-
tèmes sensibles au contexte, allant du capteur à la base de données. Deux équipes
sont impliquées dans le laboratoire : l’équipe MIND (Multi-agents, Interaction, Déci-
sion), dont les travaux portent sur la conception de systèmes de décision automatiques
ou semi-automatiques et sur les interactions médiées entre utilisateurs humains, et
l’équipe App (Apprentissage) qui étudie les techniques de modélisation et d’apprentis-
sage statistique permettant d’appréhender la diversité des données (dimensionnalité,
structures, non-stationnarité) et la nature des solutions attendues (connaissances a
priori).

Depuis janvier 2021, Saagie et le LITIS ont monté ensemble le Labcom L-Lisa, impli-
quant à la fois les ingénieurs de Saagie et les chercheurs du LITIS. Avec ce laboratoire
commun, l’objectif de développer des méthodologies déclinées autour de deux axes.
Dans un premier temps, il s’agit de traiter des données médicales en collaboration
avec le centre de lutte contre le cancer Henri Becquerel. Dans un second temps, cela
concerne le traitement de données utilisateurs du produit Saagie.

Le département Traitement Avancé de l’Information d’Airbus Defence and Space réa-
lise des études amont à caractère technique et/ou opérationnel et des démonstrateurs
appliqués pour des clients tels que le Ministère de la Défense, le Ministère de l’Intérieur,
la Commission Européenne ou l’Agence de Défense Européenne. Ce département a eu
la charge de programme d’étude amont (PEA) tels que HERISSON sur l’évaluation
des technologies de traitement de l’information non structurée, MAURDOR, sur la re-
connaissance de documents écrits, TRAD sur la traduction automatique de texte et de
la parole. Il participe à de nombreux projets partiellement financés par la commission
Européenne ou l’Agence nationale de la Recherche. Ce département développe égale-
ment en grande partie sur fonds propre la plateforme WebLab qui a été utilisée dans
ces différents projets. Enfin, le département accueille régulièrement des doctorants
CIFRE.
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5.1.2 Découpage du projet
Dans le cadre du projet SAPhIRS, le traitement de la donnée se découpe en trois

axes complémentaires. Le premier axe (lot 1) concerne la mise en place d’un socle
technique permettant la collecte et l’annotation de données, l’entraînement de modèles,
et la démonstration par des interfaces graphiques. La mise en place de ce socle fondé
sur la solution Saagie permettra d’itérer rapidement les lot 2 et 3 sur l’ensemble de la
durée du projet. Le deuxième axe correspond à un module d’analyse d’opinions et de
détection de radicalisation sur les réseaux sociaux (lot 2). Quant au troisième, il s’agit
d’un modèle de propagation d’opinions sur Twitter, permettant la détection de leaders
d’opinion et de tentatives d’influence (lot 3). Les données collectées sur la plateforme
Saagie sont utilisées pour le développement de modules de traitement.

Les trois lots sont répartis entre les différents partenaires. Dans le cadre lot 1 (voir
figure 5.1), Saagie apporte ses compétences en architecture de la donnée et ses compé-
tences en science de la donnée. Saagie apporte également sa plateforme Big Data. La
plateforme Big Data permet au projet de partir d’un socle technique prêt à l’emploi
et orientée production. Cela permet aux différents acteurs de pouvoir se concentrer
sur la conception des algorithmes et sur les réglages avancés des traitements. La plus
grande difficulté concerne la parallélisation des traitements. Les réglages avancés de
l’architecture sont une grande partie de ses contributions : il s’agit de la préparation
de la plateforme pour les particularités des traitements, de l’optimisation de la collecte
des données et de l’accompagnement des différents acteurs pour optimiser les traite-
ments. Enfin, Saagie prend en charge l’intégration technique, le nettoyage des données,
la gestion du flux temps réel avec des réseaux sociaux comme Twitter, la mise au point
du démonstrateur permettant de valider en temps réel les résultats des algorithmes et
la capacité du système à prendre en charge un gros volume de données en temps réel.
Dans le cadre du lot 2 et 3, Saagie apporte également ses compétences en apprentissage
automatique, ainsi qu’à l’élaboration des algorithmes et leurs réglages.

Dans le cadre du lot 2, le LITIS apporte ses compétences en détection d’opinions,
de sentiments et d’émotions dans des textes, ainsi qu’en analyse et modélisation du
dialogue. En particulier, l’utilisation de contextonymes [38, 135, 136] comme support
de reconnaissance du contexte d’utilisation de mots est exploitée dans des méthodes
hybrides de détection d’opinions. Airbus est en charge de la détection d’opinion radicale
en « arabizi » 4. Plus précisément, Airbus apporte des technologies linguistiques et
statistiques (patrons linguistiques JAPE pour Gate et apprentissage profond) dédiées à
l’analyse d’opinions et développées dans le cadre de précédents projets (cf. références).
Airbus travaille sur leur portage pour le traitement des alphabets de chat arabe et leur
adaptation à la détection de tweets radicaux.

Dans le cadre du lot 3, Airbus contribue à la tâche de détection d’acteurs d’influence
en utilisant des algorithmes de typologie de graphe. Cette mesure de l’influence peut
être générale ou bien porter sur une thématique précise (un score d’influence pos-
sible pour chaque thématique abordée). Le LITIS propose une modélisation à base de
systèmes multi-agents afin de reconnaître dans un premier temps un ensemble de com-

4. Alphabet de tchat arabe
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portements individuels participant à un groupe d’influence. Dans un second temps,
toujours à l’aide d’une approche SMA et de métriques adaptées, l’identification de
groupes d’influence sur des topiques identifiés sera réalisée par des approches de dé-
tection de communautés dans des graphes. Les premiers résultats obtenus par le Litis
sur la détection de communautés et de topiques ont obtenu des retours très positifs de
la communauté [39, 40].

La constitution de corpus d’entraînement et de test pour la détection d’opinions sur
des tweets en langue arabe et à thématique civile (revue produits) est à la charge du
LITIS en recourant à de la sous-traitance afin de diminuer les risques.

Figure 5.1 – Description du lot 1

5.1.3 Jeu de données radicalisation
Malgré une facilité d’accès aux données, collecter un corpus sur la thématique de

radicalisation peut être complexe, car les données sont rapidement supprimées des ré-
seaux sociaux. Une partie du budget du projet SAPhIRS est donc consacrée à la collecte
et à l’annotation d’un jeu de données. En raison du manque de données disponibles
publiquement sur le sujet, nous avons fait appel à la société ELDA 5 pour étiqueter
une quantité importante de données Twitter, en respectant un certain nombre de cri-
tères. Le corpus collecté doit tout d’abord être annoté en objet et bien évidemment en
polarité relativement à l’objet. Il doit également contenir des données en français et
anglais, ainsi que de l’arabizi. Enfin, dans le but de pouvoir effectuer de la détection

5. http://www.elda.fr/en/

Saagie - INSA Rouen Normandie 109



de changements d’opinion, ce corpus doit être constitué de séquences d’au moins vingt
tweets provenant d’un même utilisateur.

La société nous a livré 100 000 tweets annotés avec un objet d’opinion et une polarité
(positif, négatif, neutre). L’annotation a été effectuée en deux temps. Un premier
échantillon de données annotées nous a permis de clarifier les objectifs de l’étiquetage
final. Puis dans un second temps, nous avons pu évaluer le jeu de données définitif.
Cependant, cette quantité est toujours très faible pour construire un modèle capable
de généraliser sur des millions de tweets. De plus, ce type d’annotation est sujet à des
interprétations humaines, de ce fait le jeu de données comporte un biais. Ainsi, nous
nous retrouvons dans un contexte où il y a peu de données annotées et des annotations
peu fiables.

5.1.4 Jeux de données et modèles pour la communauté
LAD (Large Arabizi Dataset)
Une large collecte de données de tweets en arabizi a été réalisée par Airbus avec la
librairie de webscraping Twint. Plus précisément, les tweets récupérés sont sur la pé-
riode 2015 à 2019, et concernent l’arabizi égyptien, grâce à une liste de 48 mots-clés
sélectionnés par des experts du langage. Une étape de filtrage a ensuite été effectuée
pour supprimer une grande partie de bruit : URL, images... Afin de protéger les don-
nées privées, les données collectées ont été anonymisées et toutes les mentions ont été
remplacées par NONAME. À l’issue de ces traitements, le jeu de données est consti-
tué de 7,7 millions de tweets en arabizi égyptien. Cela a donné lieu à une publication
dans la conférence Coling [3]. Le corpus intitulé LAD pour Large Arabizi Dataset est
disponible pour la communauté 6.

SALAD (Sentiment Annotations from LAD)
À partir du jeu de données LAD présenté précédemment, 1 700 tweets sélectionnés
aléatoirement ont été annotés par des experts de ce langage. Ces tweets ont été annotés
en 5 catégories :
positif si le tweet exprime un sentiment positif
négatif si le tweet exprime un sentiment négatif
neutre si aucun sentiment n’est présent dans le tweet
conflit si le tweet présente à la fois des sentiments négatifs et positifs
conflit texte/émoticônes si le texte est en contradiction avec les émoticônes pré-

sents dans le tweet

La répartition des tweets par classe est présentée dans le tableau 5.1.

5.2 Détection d’influences et de communautés
La première chaîne de traitement réalisée concerne la détection d’influenceurs et de

communautés. Ces travaux ont été réalisés par le LITIS et Airbus Defence and Space,

6. http://saphirs.projets.litislab.fr/
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Positif 859 (50,5%)
Négatif 422 (24,8%)
Neutre 203 (11,9%)
Conflit 86 (5%)

Conflit texte/émoticônes 130 (7,6%)

Table 5.1 – Répartition des tweets pour chacune des classes dans SALAD

et intégrés sur le démonstrateur par Saagie. Dans cette partie, nous décrirons cette
chaîne de traitement.

5.2.1 Base de données graphe
Les tweets sont stockés au format CSV sur un système de fichier distribué (HDFS).

Ce type de stockage et ce format ne sont pas optimaux pour réaliser des recherches
ou des parcours du graphe d’interaction. Ainsi, nous avons intégré une base de don-
nées graphe et développé un module d’injection des données CSV dans cette base de
données. La base de données graphe choisie est OrientDB, elle permet de requêter le
graphe d’interaction via des requêtes dans un format proche du format SQL, et permet
de visualiser les résultats sous forme de graphe.

5.2.2 Détecteur d’influenceurs à partir de graphes d’interac-
tions

La détection d’influenceurs est effectuée en plusieurs étapes. Dans un premier temps,
le graphe d’interactions, qui relie les utilisateurs ayant eu au moins une communica-
tions ensemble, est créé. À partir de ce graphe, les utilisateurs qui communiquent
souvent ensemble sont regroupés, ce qui permet d’obtenir plusieurs groupes. Chacun
de ces groupes est ensuite étudié afin de détecter le ou les influenceurs qui essaient de
manipuler les autres membres. La détection d’influenceurs est également effectuée sur
le réseau global afin de connaître les relations entre les différents groupes.

Cette méthode est appliquée sur des données Twitter. Après la création du graphe d’in-
teraction, le graphe est donné en entrée à l’algorithme de détection de communauté de
Leiden, afin d’obtenir les groupes dans lesquels les leaders d’opinion tentent d’exercer
une influence. Puis l’algorithme Page rank est utilisé afin de détecter les influenceurs
globaux et locaux, contenus dans chaque groupe.

5.2.3 Détecteur de communautés d’utilisateurs et d’influen-
ceurs

L’émergence des médias sociaux permet d’étudier la structure sociale des relations
humaines et des interactions en ligne, déclenchant des questions sur les opérations
d’information et les opérations d’influence. La littérature sur la détection des acteurs
clé et des influenceurs est abondante au niveau individuel, elle doit cependant être
complétée au niveau communautaire.
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En effet, les études en psychologie mettent en évidence la puissance du « groupe » et
la variété de ses impacts sur le comportement individuel. En informatique, une étude
sur la polarisation des attitudes dans les débats en ligne conclut de la même manière :
les groupes peuvent également être considérés comme des influenceurs. L’impact des
groupes de comptes coordonnés est devenu un centre d’intérêt pour l’analyse des mé-
dias sociaux. Les groupes sont ici considérés comme des communautés thématiques
et structurelles : les membres des groupes partagent des centres d’intérêts communs,
interagissent et discutent ensemble.

Les travaux de caractérisation des communautés d’utilisateurs ont été poursuivis, en
comparant trois jeux de données issus de trois réseaux sociaux différents (Reddit,
Twitter et Discord) sur la thématique du projet.

Les communautés ont été détectées à l’aide d’algorithmes différents, dont Label Pro-
pagation, Oslom, Link et Louvain : ces méthodes mettent l’accent sur l’optimisation de
mesures topologiques différentes, résultant en une variété de types de communautés.
Par exemple, Link a tendance à identifier des petits groupes très densément liés, tandis
que Louvain agrège de nombreux nœuds faiblement connectés. Nous avons amélioré
les mesures de cohésion thématique, principalement en modélisant les thématiques dif-
féremment (de manière continue, à l’aide des embeddings des documents, plutôt que
par un label comme précédemment). Ces travaux ont donné lieu à une publication lors
de Web Intelligence 2019[37].

5.3 Détection d’opinions et de haine
En parallèle à la partie dédiée à la détection d’influences et de communautés, diffé-

rents modules de détection d’opinions et de haine ont été mis en place. Les modules
décrits dans cette partie ont été développés par Saagie. Nous présentons chacun d’entre
eux, ainsi que leur fonctionnement.

5.3.1 Collecte de tweets et stockage
La collecte des données est la première étape effectuée. Elle est effectuée grâce à

l’API Twitter officielle, limitée à 1 000 requêtes toutes les 24h. Pour contourner cette
limitation, l’API officielle a été combinée à la librairie de webscraping Twint. L’objectif
de cette collecte est de récupérer de gros volumes de données (environ 12 millions de
tweets collectés pour le projet), qui vont ensuite permettre d’entraîner les différents
modules. Ces données serviront par exemple à rendre la traduction plus performante,
ou encore à permettre une meilleure classification des tweets radicaux.

Les tweets collectés sont stockés sur un système de fichiers distribué (HDFS) par l’in-
termédiaire de la solution de Saagie, afin d’être facilement exploitables pour l’analyse
et la visualisation. Deux modules ont été développés pour collecter les tweets voués à
être analysés (voir schéma en figure 5.3). Un premier module collecte en temps réel
des tweets en rapport avec des mots-clés choisis par l’utilisateur. Il utilise l’API Twit-
ter officielle. Un second module est lancé manuellement pour collecter des tweets sur
des utilisateurs ciblés. Il permet de récupérer l’ensemble de ses tweets sur une pé-
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Figure 5.2 – Liste des mots-clés utilisés pour la collecte sur la thématique du boycott
des produits français

riode choisie. La librairie de scraping Twint est utilisée par ce dernier. L’ensemble des
tweets est récolté au format JSON, puis converti en CSV pour faciliter leur traitement
ultérieur.

Une collecte à l’initiative de la DGA et mise en œuvre par Saagie a été effectuée sur
la thématique du boycott des produits français sur une période d’un mois avant la
fin du projet. Ceci a permis de récolter plus d’un million de tweets. Ces données ont
servi pour la démonstration finale en condition réelle. La liste des mots-clés utilisés est
présentée en figure 5.2.

Figure 5.3 – Schéma de la collecte de tweets via l’API officielle et Twint

5.3.2 Détection de langue
La première étape de la chaîne de traitement des tweets collectés consiste à détecter

la langue de chacun des tweets (voir figure 5.4). En effet, les tweets collectés par les
modules de collecte peuvent être de toutes langues. Afin d’adapter les traitements à
réaliser pour chaque langue, un module de détection de langue a été créé.

Pour cela, 21 langues à détecter ont tout d’abord été identifiées, dont l’arabizi, puis
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100 000 tweets ont été collectés pour chacune des langues. La collecte a été réalisée à
l’aide du mot-clé spécifique «mais » dans chaque langue (ie. « but » en anglais, « mais »
en français, « pero » en espagnol, etc). Ensuite, un réseau de neurones profond a été
entraîné sur cette tâche de classification de langage en affinant un modèle BERT [33].
Ce modèle est capable d’identifier la langue avec un score F1 macro de 92% sur le jeu
de test.

Il faut noter que les jeux de données d’apprentissage et de test sont bruités, certains
tweets ont un mauvais label. En effet, en se basant uniquement sur la présence d’un
mot-clé dans le tweet pour l’annoter dans une certaine langue, certains seront mal
étiquetés, puisqu’une même séquence de caractères peut exister dans plusieurs langues
en ayant des sens complètement différents.

Figure 5.4 – Schéma de la détection de langue

5.3.3 Détection de dialecte
Une fois la langue détectée, si le tweet est en arabe, il peut être intéressant de

connaître le dialecte utilisé. En utilisant le jeu de données MADAR6 7, un modèle
a été entraîné afin de développer un module de détecteur de dialecte. Ce détecteur
permet de classifier les tweets en arabe parmi 6 classes :
— MSA (Modern Standard Arabic)
— ainsi que 5 dialectes différents

— Golf d’Aden
— Golf
— Levant

7. https://camel.abudhabi.nyu.edu/madar-shared-task-2019/
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— Bassin du Nil
— Maghreb

Ce module, illustré en figure 5.5 se place juste après le détecteur de langue, et unique-
ment pour les tweets qui ont été classifiés en langue arabe.

Le classifieur de dialecte s’appuie sur le modèle générique pré-appris DistilBERT [131].
Ce modèle a été adapté grâce à du fine-tuning sur la tâche spécifique de détection de
dialecte. Le modèle affiné sur ces données est capable d’identifier le dialecte avec un
score F1 macro de 88,1% sur le jeu de test.

Figure 5.5 – Schéma de classifieur de dialecte

5.3.4 Translittération
L’arabizi, qui correspond à l’alphabet de chat arabe est peu traité en TAL. Les

modèles entraînés sur cette langue sont donc rares ou inexistant. Pour pallier cette
difficulté, un module de translittération a été réalisé pour transformer les tweets en
arabizi vers la langue arabe moderne, comme dans la figure 5.6.

Pour ce faire, trois méthodes sont proposées. La première utilise l’API Google Trans-
late, qui apparaît comme la plus fonctionnelle d’après des experts arabophones. Ce-
pendant, le nombre de requêtes autorisées par cette API est limité par jour et peut
s’avérer problématique si de nombreux textes en arabizi doivent être translittérés dans
une courte période de temps. Aussi, l’API Yamli, qui est très employée par la commu-
nauté, a été utilisée. Son inconvénient principal réside dans le temps de traitement des
requêtes. Enfin, pour la dernière méthode, il s’agit d’un système développé en Python,
en se basant sur des règles expertes qui couvrent la majorité des cas de figure.

Ainsi, il est possible de choisir le module adapté en fonction des contraintes de la tâche
et de problématiques de souveraineté.

5.3.5 Traduction
Puisque l’anglais reste la langue la plus traitée en TAL, il peut être judicieux de

convertir le texte rédigé en langue « rare » afin de faciliter le traitement.
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Figure 5.6 – Exemple de translittération

Ainsi, un module de traduction a été intégré à la chaîne de traitement. Ce dernier
permet de traduire des textes en langue arabe moderne vers la langue anglaise (voir
figure 5.7). Ce choix a été fait, car il s’avère que le module de détection de polarité est
plus efficace après traduction en langue anglaise que directement en langue arabe. Cela
pourrait s’expliquer par une meilleure généralisation des modèles en langue anglaise
due à une plus grande quantité de données lors de leur pré-apprentissage.

Le module de traduction arabe-anglais s’appuie sur un modèle à disposition au sein
de la bibliothèque open source HuggingFace.

Figure 5.7 – Exemple de traduction

5.3.6 Détection de haine
La haine peut être considérée comme une composante de la radicalisation. Pour

cette raison, l’ajout d’un classifieur de haine à la chaîne de traitement a été jugé utile,
afin d’améliorer la classification de radicalisation.

Dans un premier temps, Saagie a voulu développer un module de détection de discours
de haine en reprenant puis affinant les poids du modèle BERT-base publié sur Hug-
gingFace. Les jeux de données français et arabizi étant rares ou inexistants, l’entreprise
s’est tout d’abord limitée à l’anglais, et a utilisé HatEval 2019 et OffensEval 2019, deux
jeux de données issus de la compétition SemEval, à laquelle elle a participé. Ceci nous
a permis de mettre en place une première version de classifieur de discours haineux
pour la langue anglaise. Le modèle résultant est un classifieur binaire qui détermine
si un tweet anglais est haineux ou non haineux. Une probabilité est retournée selon la
classe renvoyée. Après avoir testé le modèle sur les données de validation, nous avons
obtenu un score F1 de 80,66.

En 2020, plusieurs modèles spécialisés dans la détection de haine en différentes langues
ont été publiés sur HuggingFace : les modèles Hate-ALERT [2] fondé sur l’architecture
de BERT. Ces modèles ont été entraînés sur des données de haines dans différentes
langues. Vingt-cinq modèles étaient disponibles. Ces nouveaux modèles ont permis
d’obtenir de meilleures performances sur l’anglais, et d’atteindre un score F1 de 82,35.
Au vu des résultats présentés dans le tableau 5.2, le choix de modèle à intégrer au
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pipeline s’est évidemment porté sur le modèle Hate-ALERT pour les tweets anglais.
En effet, ce modèle ayant été entraîné sur une quantité plus importante de tweets, il
obtient donc de meilleures performances (+1,69 points de score F1)

Pour les langues français et arabe, aucune donnée d’apprentissage n’était disponible.
Le choix a donc été fait de s’appuyer totalement sur les modèles Hate-ALERT français
et arabe publiés sur HuggingFace. Ces deux modèles ont donc également été intégrés
au pipeline de détection de radicalisation, ce qui a permis d’avoir un détecteur de haine
par langue traitée.

Modèle Score F1
BERT affiné 80,66%

Hate-ALERT English 82,35%

Table 5.2 – Résultats obtenus pour la détection de haine

5.3.7 Détection d’objet d’opinion
Afin de connaître l’objet des tweets, et de permettre de détecter la polarité de

l’opinion envers cet objet, un détecteur d’objet d’opinion a été mis en place.

L’objectif de ce détecteur d’objet est d’identifier l’objet contenu dans chaque tweet. Il
est basé sur le jeu de données recueilli et annoté par la société ELDA pour le projet.
À la base, ce jeu de données contient 100 000 tweets annotés en 1 115 catégories
différentes. Dû à une très grande disparité entre le nombre de tweets par catégorie
(86% des catégories contient moins de 50 tweets), un regroupement des catégories en
un nombre beaucoup plus restreint a été réalisé au moyen d’un clustering DBSCAN
sur leur représentation vectorielle.

Trois regroupements différents ont été comparés. Le premier contient les catégories
avec plus de 50 tweets. Les deux autres regroupements se basent sur une validation
manuelle. Pour chaque configuration, un modèle DistilBERT a été affiné afin d’être
capable de classifier les tweets selon la liste des catégories. Le tableau 5.4 montre les
scores pour ces trois configurations.

Le modèle choisi et intégré au pipeline correspond au modèle capable de classifier les
tweets en treize classes différentes. La liste de ces différents objet est présentée dans
le tableau 5.3.

’Anti-Haine’, ’Anti-terrorisme’, ’Anti-Religion’, ’Armes’, ’Sports’, ’Évé-
nements’, ’Haine’, ’Incompréhensible’, ’Media’, ‘ONG’, ’Organisation
violente’, ’Pays/Villes’, ’Politique’, ’Religion’

Table 5.3 – Liste des treize catégories sélectionnées pour la détection d’objet

5.3.8 Détection de polarité d’opinion
Après avoir détecté l’objet de l’opinion, il faut maintenant classifier la polarité de

celle-ci. Pour cela, un module de détection de polarité a été créé. Ce module s’appuie
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Classes regroupées Modèle Score F1 Macro 
13

DistilBERT + 2 layers attention
52%

18 49% 
163 31%

Table 5.4 – Scores F1 pour les différents nombres d’objets testés

sur des modèles statistiques entraînés sur le jeu de données recueilli et annoté par la
société ELDA. Les 100 000 tweets du jeu de données sont annotés en trois classes :
négatif, positif, neutre. Ces modèles se basent sur le fine-tuning de différents modèles
de langue pré-entraînés sur des corpus génériques conséquents.

Pour chacune des langues, les modèles ci-dessous ont été affinés sur les tweets de la
langue correspondante dans le corpus annoté par ELDA :
Français : utilisation du modèle CamemBERT
Anglais : utilisation des modèles BertTheseus et BertMultiLang, combinaison des

prédictions
Moderne Arabe : utilisation du modèle BertMultiLang
Arabizi : utilisation des modèles BertTheseus et BertMultiLang, combinaison des

prédictions.
Le tableau 5.5 présente les métriques de validation des prédictions sur le jeu de test
pour chaque langue.

Langue Modèle Score F1
Français CamemBERT 74%
Anglais BertTheseus + BertMultiLang 76%

Moderne Arabe BertMultiLang 79%
Arabizi BertTheseus + BertMultiLang 80%

Table 5.5 – Scores F1 de la détection de polarité d’opinion sur les données du corpus
annoté par ELDA

5.4 Pipeline, déploiement et visualisation
Chacun des modules décrits précédemment est organisé sous forme de pipeline dans

le démonstrateur Saagie. Dans cette partie, nous verrons comment chacun de ces élé-
ments s’organise entre eux afin de former le projet final livré à la DGA.

5.4.1 Démonstrateur Saagie
Le démonstrateur qui a été développé s’appuie sur la solution Saagie, qui est un

orchestrateur DataOps. Le DataOps est une méthodologie collaborative de gestion des
données dont l’objectif est d’améliorer la communication, l’intégration et l’automati-
sation des flux de données entre les gestionnaires et consommateurs de données au sein
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d’une organisation. La solution permet d’accélérer le développement de projets Data
et leur mise en production. Elle fournit un ensemble d’outils et un cadre pour adopter
une approche inspirée des pratiques DevOps pour le monde de la donnée.

La solution s’appuie sur des containers (Docker) pour permettre à tout utilisateur de
créer et déployer des technologies/outils qui ne seraient potentiellement pas présentes
de base. Une gestion fine des droits permet en outre de gérer l’accès aux données et
aux projets par utilisateur et groupe.

La solution Saagie a été développée de telle sorte qu’elle ne verrouille pas l’utilisateur
en son sein. Les développements effectués peuvent être utilisés en dehors du produit
sans difficulté grâce à la conception modulaire via containers et grâce à l’utilisation de
technologies issues de l’open source (Python, R, Spark, Scala…).

Tous les développements effectués dans le cadre de ce projet sont réalisés selon une
approche modulaire. Chaque module peut être exécuté indépendamment des autres,
en respectant les formats d’entrées définis au sein de chaque module. Ces modules
peuvent être exécutés en dehors de la solution.

Plusieurs alternatives sont possibles pour réaliser et déployer un module sur la solu-
tion :
— L’écriture d’un script dans le langage souhaité (Python, R, etc) et le déploiement

sous forme de job via les capsules respectives
— La création et le déploiement d’une image Docker intégrant des librairies et

technologies requises au bon fonctionnement d’un script : les images Docker sont
déposées sur un repository Docker (e.g. Dockerhub) afin d’être ensuite déployées
dans la solution.

Les modules sont regroupés dans une logique de pipeline via un outil associé dans le
produit. Ce dernier permet d’exécuter les modules les uns après les autres et de suivre
l’avancement des traitements.

La logique de modularité permet d’être agile et de s’adapter continuellement à l’évo-
lution des technologies et connaissances, en offrant la possibilité de remplacer chaque
module unitairement ou d’en ajouter au sein des différentes chaînes de traitement
(pipeline).

Aussi, il est important de savoir que les différentes chaînes de traitements se font en
parallèle.

5.4.2 Pipeline de modules
Le premier pipeline du projet est chargé de la tâche de détection de discours de haine

et d’opinions. Le schéma en figure 5.9 montre l’enchaînement des différents traitements
de ce pipeline. Dans un premier temps, des tweets sont récupérés, soit en temps réel
sur des mots-clés spécifiques, soit par lots pour cibler des utilisateurs. Ils sont ensuite
convertis en fichier plat (CSV) et envoyés à un détecteur de langue. Si la langue du
tweet est en arabizi, un module de translittération se charge de le convertir en arabe.
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Puis un détecteur de haine par langue (Français, Anglais, Arabe) classifie les tweets.
En parallèle de ces traitements, une détection d’objet d’opinion est réalisée sur tous
les tweets, puis, après traduction en anglais des tweets en arabe, l’ensemble des tweets
est classifié par des modèles de détection de polarité (différents modèles par langue).
Enfin, un traitement parallèle est réalisé pour détecter le dialecte des tweets en arabe.
L’ensemble des résultats de chaque traitement est stocké au fur et à mesure dans le
lac de données.

Le second pipeline implémenté concerne la détection des leaders d’influences et des
communautés par analyse de graphe. Ce pipeline fonctionne en parallèle du pipeline
de détection d’opinion et de haine et s’appuie sur les mêmes données en entrées. Elles
proviennent donc du collecteur de tweets temps réel via l’API Twitter officielle et
du collecteur de données antérieures sur des utilisateurs ciblés via la librairie Twint.
Ces données sont injectées dans une base de données graphe, puis envoyées à deux
modules parallèles. Le premier est chargé de détecter les communautés dans le graphe
d’interactions. Le second réalise la détection des influenceurs dans ce même graphe.
Tous les résultats des traitements sont stockés dans le lac de données.

Figure 5.8 – Pipeline de détection d’influences et de communautés

Figure 5.9 – Pipeline de détection de radicalisation
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5.4.3 Stockage des données et déploiement du pipeline
Chaque module développé est associé à un répertoire dans le système de fichier

distribué. Ce répertoire contient un dossier « stream/ » qui reçoit les fichiers à traiter,
et un dossier « history/ » qui reçoit les fichiers traités.

Chaque modèle d’apprentissage profond est déployé au sein d’une instance de Torch-
Serve qui permet d’exposer un modèle et de le requêter via API REST.

Un script appelé Pipeline Block est chargé de récupérer les données, requêter le mo-
dèle d’apprentissage profond associé et faire le lien avec les autres traitements du
pipeline.

Ce script fonctionne comme suit. Il charge les fichiers présents dans le dossier « stream/ »
par micro-batch, ces derniers sont envoyés par requêtes API REST à Torchserve pour
en obtenir des prédictions d’un modèle cible. Enfin, il écrit les résultats dans le réper-
toire « history/ » et dans le répertoire « stream/ » des traitements qui suivent dans le
pipeline.

Des conditions peuvent être ajoutées pour sélectionner des tweets et des colonnes en
particulier lors de la demande de prédiction.

Les prédictions sont ajoutées en colonnes supplémentaires dans les CSV des don-
nées initiales. Le schéma en figure 5.10 résume le fonctionnement du script Pipeline
block.

Figure 5.10 – Fonctionnement des bloc de pipeline

5.4.4 Visualisation des résultats
L’ensemble des traitements réalisés dans les pipelines fournit un ensemble d’indi-

cateurs pour caractériser les messages échangés, les utilisateurs, les influenceurs, les
communautés.

Pour pouvoir explorer, filtrer, identifier des utilisateurs, les groupes, des tableaux de
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bords interactifs ont été créé via l’outil PowerBI, qui permettent d’interagir avec les
données et de les visualiser. Les figures suivantes présentent les différents tableaux de
bord réalisés.

Le premier tableau de bord (figure 5.11) donne des statistiques globales sur l’ensemble
des utilisateurs comme la répartition des messages haineux, la polarité de tweets, les su-
jets abordés et les langues. Ils peuvent être filtrés selon diverses caractéristiques.

Figure 5.11 – Visualisation de statistiques globales

Ce deuxième tableau de bord (figure 5.12) permet d’avoir une visualisation du point
de vue d’un utilisateur sélectionné. Cela permet d’avoir accès aux mots-clés qu’il a
employé, à ses statistiques utilisateur comme sa langue majoritaire, son nombre de
followers, etc., ainsi qu’à ses messages.

Figure 5.12 – Visualisation du point de vu d’un utilisateur

Ce troisième tableau de bord (figure 5.13) sert à la recherche de tweets. Il permet de
filtrer les tweets en saisissant certains mots-clés, ainsi que sélectionner les utilisateurs,
le vocabulaire et les communautés d’utilisateurs associées.
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Figure 5.13 – Tableau de bord de recherche de tweet

Ce quatrième tableau de bord (figure 5.14) permet de filtrer des communautés et des
utilisateurs avec les métriques d’influence.

Figure 5.14 – Tableau de bord de filtre des utilisateurs et de communautés

Enfin, le cinquième et dernier tableau de bord (figure 5.15) permet d’effectuer la détec-
tion de communauté. Il montre des informations sur les communautés qui ont été sélec-
tionnées : les utilisateurs associés, la topologie de la communauté, les mots fréquents et
les tweets. Il permet également de filtrer par la langue habituelle de l’utilisateur.

5.5 Difficultés et limite du projet
Plusieurs pistes ont été explorées et abandonnées lors des trois ans de projet. En

effet, il était question d’être capable de détecter des changements d’opinion durant ce
projet. Cependant, nous n’avions pas anticipé la difficulté à collecter et identifier des
changements d’opinion au cours du temps sur des sujets ciblés. Il n’est pas fréquent de
trouver ce type de comportement sur Twitter. La société ELDA chargée de la collecte
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Figure 5.15 – Visualisation de la détection de communautés

et de l’annotation n’a pas été en mesure de nous fournir ces données en quantité
suffisante.

Un autre sujet qui nous a posé des difficultés est le traitement de l’arabizi. Ce langage
n’est pas normé et il n’existe que très peu de jeux de données annotés ou de textes
parallèles qui nous auraient permis de créer un modèle de traduction supervisé. Nous
avons néanmoins essayé des approches non supervisées pour apprendre un modèle de
traduction à partir de textes non annotés. Les résultats se sont avérés très décevants
et nous avons privilégié une approche par translittération vers l’arabe puis traduction
vers l’anglais. Cette approche n’est potentiellement pas la plus optimale, car des erreurs
peuvent à la fois être présentes dans la phase de translittération et dans la phase de
traduction.

Nous avions en outre minimisé la difficulté de la tâche d’annotation du jeu de données
de la société ELDA. En effet, le nombre de catégories d’objet d’opinion n’était pas
limité initialement et nous avons été confronté à un grand nombre de catégories simi-
laires ou contenant un nombre de tweets très faibles. Cela nous a demandé des tâches
de pré-traitement pour réduire et regrouper ces catégories.

5.6 Participation à SemEval 2019
Au lancement du projet, le jeu de données de radicalisation constitué par la société

ELDA n’était pas encore disponible. Les travaux ont tout de même commencé sur
des données proches mais différentes. Pour cela, Saagie a souhaité participer à la
compétition SemEval 2019.

Depuis 1998, SemEval est une série de compétitions permettant l’évaluation de sys-
tèmes d’analyse sémantique, suivie par une conférence annuelle. Parmi les tâches pro-
posées en 2019, la tâche 5 a semblé intéressante car proche du sujet de cette thèse
et du projet SAPhIRS. Cette tâche, « HatEval » [9] correspond à de la détection de
haine envers les femmes et les migrants mexicains. Elle fut divisée en deux sous-tâches.
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Figure 5.16 – Somme pondérée et combinaison de caractéristiques

La première sous-tâche consistait à classifier des tweets comme étant haineux ou non.
Puis, dans la seconde sous-tâche, il s’agissait pour les tweets haineux de déterminer
s’ils étaient agressifs ou non, et si la cible était générique ou un individu. La tâche
était également disponible en deux langues : anglais et espagnol.

Pour chaque langue, un corpus d’entraînement, un corpus de développement et un
corpus de test étaient disponibles [9]. Ils contenaient respectivement 9 000, 1 000 et
2 970 tweets pour l’anglais, et 4 500, 500 et 1 599 tweets pour l’espagnol. L’annotation
a été effectuée grâce à la plateforme de crowdsourcing Figure 8 8. Ces jeux de données
étaient assez équilibrés, avec environ 42% de tweets haineux (voir Chapitre 2 pour une
description plus détaillée du jeu de données).

Dans le cadre du projet SAPhIRS, le pôle Recherche de Saagie a choisi de participer
à cette compétition pour les deux sous-tâches et les deux langues. La 12ème position
a été atteinte, sur 68 participants pour la première sous-tâche en anglais, et la 10ème
position sur 40 pour l’espagnol. Cette compétition a fait l’objet d’une publication
[11]. Dans cette section, nous détaillons la participation à cette compétition. Nous
commençons par décrire le modèle, avant de préciser, pour chacune des sous-tâches,
les caractéristiques et approches qui ont servi à la détection de haine.

5.6.1 Description du modèle
La faible quantité de données disponibles n’est pas suffisante pour établir une re-

présentation des données satisfaisante. Il faut recourir à un modèle générique pré-
entraîné, comme nous avons pu le voir dans le Chapitre 3. Cependant, le domaine de
la haine étant très spécifique, un modèle générique ne peut pas être utilisé sans être
adapté.

La tendance actuelle en TAL est d’effectuer de l’apprentissage par transfert, et plus
particulièrement du fine-tuning à partir d’embedding ou de modèle de langage, afin de

8. https://www.figure-eight.com/
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les adapter aux données et de faire de la classification de texte. Ainsi, il est possible
d’utiliser les connaissances d’un domaine source et de les appliquer à un autre domaine
cible [128]. C’est ce qui a été fait pour cette tâche en exploitant les modèles de langages
faisant l’état de l’art : BERT [33] et GPT [118], présentés en Chapitre 2.

En effet, depuis leur publication, les modèles Transformer sont à l’état de l’art. Lors
de la participation à la compétition SemEval 2019, les modèles BERT et GPT étaient
disponibles depuis peu. Ces deux modèles se fondent sur le BPE [41], un type de
représentation fondé sur les segments de mots. Ces modèles pré-entraînés ont donc été
utilisés. Cependant, pour ne pas se limiter à une unique représentation de phrase, une
approche de meta-embedding dynamique [72] a également été employée, permettant de
combiner plusieurs représentations. D’autres caractéristiques ont également été créées,
inspirées de [110], et seront détaillées dans la partie suivante.

Le modèle final utilisé est présenté en figure 5.16. Nous pouvons voir que chacune
des caractéristiques, aussi bien celles des modèles BERT et GPT que celles crées ma-
nuellement, sont combinées entre elles au moyen d’une somme pondéré inspirée du
meta-embedding dynamique.

5.6.1.1 Autres caractéristiques

Si BERT et GPT ont servi de représentations principales pour le texte, ces modèles
ont été combinés à d’autres caractéristiques couramment utilisées en TAL. En effet,
s’inspirant de (Pamungkas et al., 2018) [110], différentes caractéristiques ont été créées
afin de les fusionner avec les modèles de langage :
Language Model Perplexity Score de perplexité de chaque tweet selon le modèle

de langage kenlm 9

BayesianEncodingHashtag probabilité d’un hashtag selon son label
hashtagUrlPresence Présence d’URL ou de hashtag dans le tweet
Abreviation Décompte du nombre d’abréviation
BagOfPOSTagging Décompte des étiquettes morpho-syntaxiques
NMF Non-negative Matrix Factorization, factorisation par matrices non négatives
LDA Latent Dirichlet Allocation
BagOfEmojiFeatures Présence d’emojis dans le tweet
nbWords Nombre de mots dans chaque tweet, normalisé par la moyenne
Textstat Lisibilité du tweet 10

nbChar Nombre de caractères de chaque tweet, normalisé par la moyenne

Ces différentes caractéristiques ont été combinées entre elles, ainsi qu’avec les repré-
sentations de BERT et GPT, en utilisant une approche semblable au meta-embedding
dynamique, qui sera décrit dans la partie suivante.

9. https://github.com/kpu/kenlm
10. https://github.com/shivam5992/textstat
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5.6.1.2 Meta-embedding dynamique

Après avoir créé les caractéristiques nécessaires, il a fallu les fusionner avec les re-
présentations de BERT et GPT. Parmi les méthodes présentées en Chapitre 4, le
meta-embedding dynamique [72] a servi de fondement. En effet, le meta-embedding
dynamique permet de créer un ensemble de différentes représentations, et de laisser
le modèle choisir celle qui correspond le mieux en fonction des performances de cha-
cune. Dans la figure 5.17, nous pouvons voir le fonctionnement de cette méthode de
fusion.

Afin de combiner les représentations de BERT et GPT ainsi que les différentes carac-
téristiques créées manuellement, c’est donc le meta-embedding dynamique qui a été
sélectionné. Cependant plutôt que de permettre au modèle d’apprendre à choisir la re-
présentation la plus pertinente pour classifier les tweets, chacune des représentations a
été combinée en utilisant une somme pondérée. C’est cette pondération qui est apprise
par le modèle. Ainsi, l’importance de chacune des caractéristiques est déterminée auto-
matiquement. De plus, cette pondération agit comme un sélecteur de caractéristique,
en permettant de filtrer celles dont la pondération est au plus bas, et qui n’apporte
rien au modèle. Ceci nous a donc permis de sélectionner uniquement les meilleures ca-
ractéristiques pour chaque sous-tâche et chaque langue, ce qui sera détaillé plus tard
dans cette section.

Figure 5.17 – Fonctionnement du meta-embedding dynamique, schéma extrait de
Dynamic Meta-Embedding : An approach to select the correct embedding

5.6.1.3 Pré-traitements

Comme nous avons pu le voir en Chapitre 2, traiter des données Twitter nécessite
une étape de normalisation, due au vocabulaire spécifique des réseaux sociaux. Pour
cette compétition, peu de pré-traitements sur les tweets ont été appliqués, en suivant les
recommandations de la littérature (voir Chapitre 2 et 4 pour plus de détail). Les tweets
ont donc été passés en minuscule, afin de permettre une meilleure correspondance avec
les représentations pré-apprises de BERT et GPT. Les mentions d’utilisateurs, ainsi
que les URL ont été remplacés par un tag, et ajouté au tokeniseur.

Concernant les hashtags, leurs fréquences d’apparition ont été vérifiées. Ainsi, les ha-
shtags les plus fréquents ont été normalisés. Cela signifie que toutes les variations d’un
même hashtag, « #buildthatwall » et « #buildthewall » par exemple, sont considérées
comme équivalentes. Enfin, les abréviations les plus fréquentes ont été remplacées par
leur forme complète [11].
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5.6.2 Participation aux différentes tâches
La sous-tâche A de la tâche 5 de SemEval 2019, HatEval consistait à classifier

des tweets en anglais comme étant haineux ou non. Après la création des différentes
caractéristiques manuelles, les poids de certaines des représentations ont mis en avant
que certaines de ces représentations pénalisaient la prédiction. Suivant la méthode
de sélection de caractéristiques fondées sur le meta-embedding dynamique [72], ces
caractéristiques ont été écartées afin de conserver uniquement celles qui avaient un
intérêt pour la classification. Ainsi, les caractéristiques suivantes ont été utilisées :
— BERT pré-entraîné après un fine-tuning sur les éléments à prédire (haine, agres-

sivité et cible), soit 3 représentations du texte de 768 caractéristiques 11.
— GPT pré-entraîné après un fine-tuning sur les éléments à prédire (haine, agres-

sivité et cible), soit 3 représentations du texte de 768 caractéristiques 12.
— Décompte de mots présents dans un lexique de mots haineux extrait de Hate-

Base 13.
— Décompte du nombre d’emojis regroupés par type.

Parmi la liste des caractéristiques créées manuellement et décrites plus haut dans ce
chapitre, certaines n’ont pas été utilisées : celles-ci ne contribuaient pas, ou peu, aux
performances du modèle. En effet, leurs pondérations étaient très faibles ou nulles,
ainsi, elles ont été retirées du modèle pour cette tâche.

La sous-tâche B de la tâche 5 de SemEval 2019, HatEval consistait à prédire si chacun
des tweets était agressif, et déterminer si la cible était générique ou s’il s’agissait d’un
individu. Nous noterons que les tweets non-haineux été automatiquement étiquetés
comme étant non-agressif et générique, ceci étant dû au processus d’annotation du
jeu de données. Pour cette tâche, les mêmes caractéristiques que pour la sous-tâche A
ont été choisies par le sélecteur de caractéristiques. Ainsi, cette fois encore, les mêmes
caractéristiques ont été utilisées que pour la sous-tâche A.

Enfin, les sous-tâches A et B étaient également disponibles pour la langue espagnole.
Les ressources étant plus rares pour cette langue, cette langue a été traitée en pas-
sant par l’anglais. La traduction automatique a permis de traduire chacun des tweets
espagnol, et donc d’utiliser des ressources en anglais pour traiter cette tâche. Ainsi,
le meta-embedding dynamique a une nouvelle fois été utilisé, en sélectionnant grâce à
leur pondération les caractéristiques décrites précédemment, puisque les autres gênent
la classification.

5.7 Conclusion du projet SAPhIRS
L’analyse d’un espace complexe comme les médias sociaux, combinée au phénomène

de la radicalisation et de la haine, présente de nombreux défis. À l’issue de la troisième
et dernière année, le projet SAPhIRS nous a amené à réaliser un démonstrateur capable

11. https://github.com/huggingface/pytorch-pretrained-BERT
12. https://github.com/huggingface/pytorch-openai-transformer-lm
13. https://hatebase.org/
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de traiter de bout en bout des données de tweets, de la collecte à la visualisation, en
passant par un ensemble de traitements algorithmiques et statistiques avancés.

De nombreux modèles d’apprentissage profond faiblement supervisés et des techniques
d’analyse de graphes à l’état de l’art ont été développés et déployés en production, et
ont été combinés en deux grandes chaînes de traitement : une chaîne de traitement
pour détecter des discours de haine et des opinions, et une chaîne de traitement pour
identifier des influenceurs et des communautés. L’ensemble des résultats est présenté
dans des tableaux de bord dynamiques et interactifs.

Afin de valider l’opérationnalité du démonstrateur et vérifier l’adaptabilité du système
à une thématique autre que la thématique initiale, une démonstration finale en direct
a été préparée sur un mode défi sur des données réelles sous le pilotage de la DGA.
Cette démonstration s’est portée sur les messages liés au boycott des produits Français
sur la période de fin d’année 2020.

SAPhIRS est un succès pour l’ensemble des partenaires. Il nous a permis de développer
et de consolider des compétences fortes en apprentissage profond faiblement supervisé
pour l’analyse de textes courts, pour la détection d’opinion et en analyse de graphe.
Nous avons valorisé ces travaux dans plusieurs articles scientifiques [3, 11, 37], et
mettons à disposition les jeux de données utilisés à la communauté scientifique.

5.8 Synthèse
Cette section permet de faire un récapitulatif sur mes contributions au projet SA-

PhIRS ainsi que sur les publications scientifiques ayant eu lieu dans le cadre du projet.
Parmi ces contributions et publications, j’ai notamment pu prendre part à la com-
pétition SemEval 2019, et ainsi participer à la rédaction de l’article reprenant nos
travaux.
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Type Contribution Niveau de contribu-
tion

Module Collecte de tweets et stockage Moyen
Module Détection de langue Faible
Module Détection de dialecte Faible
Module Translittération Faible
Module Détection de haine Fort
Module Détection d’objet d’opinion Moyen
Module Détection de polarité d’opinion Fort
Pipeline Mise en place de la chaîne de traitement de

Détection de haine
Moyen

Visualisation Visualisation des résultats Faible
Compétition Participation à la compétition SemEval Moyen

Table 5.6 – Mes contributions dans le projet SAPhIRS (Fort : contributrice prin-
cipale, Moyen : contribution équivalente entre les différents membres de l’équipe Re-
cherche de Saagie, Faible : faible contribution

Compétition SemEval (Benballa et al., 2019)[11]
Jeu de données LAD (Baert et al., 2020)[3]

Détection de communautés et d’influenceurs (Gadek, 2019)[37]

Table 5.7 – Liste des publications scientifiques dans le cadre du projet SAPhIRS
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Chapitre 6

Conclusion

Au cours de cette thèse, nous nous sommes intéressés à l’analyse de sentiments sur
des données issues de Twitter. En travaillant sur cette tâche, nous avons recensé dif-
férentes problématiques. Dans un premier temps, les modèles à l’état de l’art pour
la classification de sentiments dans des tweets, fondés sur le Transformer [151], sont
gourmands en données, mémoire, et surtout, en puissance de calcul. Ces ressources
sont chères et difficilement accessibles. Afin de pouvoir effectuer de l’analyse de sen-
timents avec ces modèles à l’état de l’art, nous nous sommes alors penchés sur les
lignes directrices à suivre pour réaliser notre tâche sans être freinés par le manque de
ressources. Dans un second temps, en travaillant avec des données Twitter, nous avons
été confrontés au langage spécifique contenu dans les messages de ce réseau social. En
effet, les messages postés sur Twitter incluent un vocabulaire composé entre autres de
hashtags, mentions d’utilisateur, et surtout d’emojis. De plus, comme la plupart des
messages postés sur internet, les tweets sont souvent sarcastiques. La littérature a déjà
démontré que prendre en compte les emojis augmentait les performances de l’analyse
de sentiments. En revanche, dans le cadre de l’analyse de sentiments, la détection
de sarcasme a principalement été utilisée pour inverser la polarité du sentiment dans
les tweets sarcastiques. Nous nous sommes donc concentrés sur le traitement de cette
information de sarcasme et d’emojis pour améliorer la classification de sentiments. En-
fin, Twitter est également utilisé pour la propagation d’idéologies radicales et l’appel
à la haine. Ainsi, dans le cadre du projet SAPhIRS, nous nous sommes intéressés au
traitement de tweets sur des thématiques sensibles, comme la haine, la violence et la
radicalisation.

Dans ce manuscrit, nous présentons des solutions aux différentes problématiques dé-
crites ci-dessus. En utilisant le modèle BERT [33], référence parmi les modèles bidi-
rectionnels fondés sur le Transformer, nous avons établi une liste de recommandations
permettant de faire de la classification de tweets avec les méthodes à l’état de l’art,
tout en ayant accès à des ressources limitées. Pour cela, nous nous sommes orienté
vers le fine-tuning de modèles spécialisés lorsqu’ils sont disponibles, ou de modèles
génériques. Pour de l’analyse de tweets, nous avons donc utilisé le modèle BERTweet
[104], en le comparant au modèle BERT [33] générique. Nous avons dû contourner le
problème d’oubli catastrophique auquel font face BERT-large et BERTweet, grâce au

131



gel de certaines couches du modèle et à l’utilisation d’un taux d’apprentissage faible.
Ainsi, pour faire face au manque de ressources, nous recommandons l’utilisation de
BERTweet, le modèle spécialisé, lorsque celui-ci est disponible, en restant attentif à sa
potentielle perte de connaissances.

Puisque nos lignes directrices nous ont permis d’utiliser les modèles Transformer en
ayant accès à des ressources limitées, nous avons souhaité aller plus loin et améliorer
nos performances en classification du sentiment. Pour cela, nous nous sommes orienté
vers l’utilisation d’un embedding d’emojis et d’une représentation du sarcasme. Ainsi,
nous proposons de combiner le modèle BERTweet affiné sur de l’analyse de sentiments
à une représentation d’emojis, Emojional, ainsi qu’au modèle BERT-base affiné sur
de la détection de sarcasme. Cette fusion se décline de trois manières : tout d’abord,
nous fusionnons BERTweet et Emojional, puis BERTweet et BERT, et enfin, nous
combinons les trois représentation à la fois. Si l’ajout de la représentation d’emojis a
permis d’améliorer la classification de sentiments, cette amélioration fut moins pro-
noncée avec l’ajout des informations de sarcasme. Enfin, concernant la combinaison
des trois éléments à la fois, les résultats furent encore moins bons, tout en restant
supérieurs à l’utilisation de la baseline seule. Notre hypothèse est qu’il s’agit soit des
informations de sarcasme qui pénalisent le modèle, soit les méthodes de combinaisons
utilisées. En effet, nous n’avons employé que des méthodes de combinaison simples : la
concaténation, la somme et la moyenne. Bien que la somme et la moyenne aient obtenu
les meilleures performances, elles pourraient être inadaptées à la combinaison de carac-
téristiques aussi différentes qu’un embedding d’emojis et un espace latent représentant
le sarcasme.

Enfin, dans le cadre du projet SAPhIRS, réalisé en partenariat entre Saagie, le LITIS
et Airbus Defense and Space, nous nous sommes intéressés à la détection de radi-
calisation, de haine, de communautés et d’influenceurs sur des données en français,
anglais et arabizi. Pour ce projet financé par la DGA, nous avons fourni deux chaînes
de traitement : une première dédiée à la détection de communauté et d’influenceur
et constituée des travaux d’Airbus et du LITIS, et une seconde dédiée à la détection
de haine et de radicalisation regroupant les travaux de Saagie, et sur laquelle j’ai pu
contribuer. Au cours de nos travaux sur ce projet, avec l’équipe de Recherche de Saa-
gie, nous avons également pris part à la compétition SemEval 2019, pour la tâche de
détection de haine en anglais et en espagnol. Nous y avons proposé un modèle fondé
sur le meta-embedding dynamique, en fusionnant les représentations de BERT, GPT et
d’autres caractéristiques créées manuellement. Les différentes représentations étaient
combinées grâce à une approche semblable au meta-embedding dynamique, via l’uti-
lisation d’une somme pondérée, ce qui a permis de filtrer les caractéristiques dont la
pondération était la plus faible.

Si nos travaux nous ont permis de trouver des solutions à certains de nos problèmes,
nous avons tout de même fait face à des difficultés et des limites. Dans un premier
temps, en nous plaçant dans un contexte de ressources limitées, nous avons dû gérer
le nombre important de paramètres pour BERT-large, et donc sa taille. En effet, le
modèle est plus grand que BERT-base et BERTweet, nous avons donc dû adapter la
taille de son batch et la longueur maximum de ses séquences afin que le modèle puisse
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convenir aux 8 GB de RAM de notre GPU. Ainsi, plusieurs essais ont été réalisés
afin de réduire ces deux hyper-paramètres sans pénaliser les performances du modèle.
Dans un second temps, en étudiant l’impact de la prise en compte des emojis et de la
détection de sarcasme sur l’analyse de sentiments, nous avons pu voir que le modèle
BERT dédié au sarcasme, lorsqu’il est combiné à la représentation d’emojis et au mo-
dèle BERTweet affiné pour le sentiment, freinait la classification. En effet, bien que les
résultats de cette combinaison soient meilleurs que notre baseline, ils restent inférieurs
à ceux de BERTweet combinés seulement à la représentation d’emojis, qui a obtenu
les meilleures performances de notre comparaison. En fonction de ces résultats, nous
avons émis deux hypothèses à l’origine de cette limite : elle provient soit de la combi-
naison des différents éléments qui serait trop naïve et qui ne permettrait pas au modèle
d’assimiler correctement les informations, soit d’un conflit entre les informations de la
représentation d’emojis et du classifieur de sarcasme. Grâce à une étude plus appro-
fondie, nous avons pu voir que la présence de sarcasme était ambiguë, même pour un
humain, et que la majorité des tweets mal classifiés étaient détectés comme étant sar-
castique. Nous avons ainsi obtenu une réponse partielle à notre problème : la présence
de sarcasme gêne la classification. Cependant, l’étude des modes de combinaison reste
à effectuer, car cela pourrait permettre au modèle d’intégrer et de traiter le sarcasme
de manière différente et plus adaptée. Concernant le projet SAPhIRS, nous avons eu
plusieurs difficultés à gérer. Tout d’abord, la constitution du jeu de données de radica-
lisation a subi beaucoup de retard. Ceci est dû à la fois à la thématique traitée, mais
également à la tâche. En effet, à l’origine, l’objectif était la détection de changements
d’opinion, et donc de pouvoir mettre en lumière le processus de radicalisation. Ce
type de comportement étant difficile à détecter sur Twitter, la société ELDA chargée
de collecter et annoter les données du projet a donc fait plusieurs tentatives infruc-
tueuses pour nous fournir des données d’entraînement conformes à notre cahier des
charges. Si nous avons pu faire des regroupements concernant l’annotation en topiques
des données, qui contenait beaucoup trop de catégories, l’annotation du changement
d’opinion fut impossible à obtenir. Ces différents échanges avec la société ont à chaque
fois repoussé l’obtention du jeu de données final et nous ont fait prendre du retard.
La seconde difficulté concernant ce projet fut liée au traitement de l’Arabizi, alphabet
de tchat arabe. En effet, très peu de ressources existent dans cette langue, ce qui a
gêné l’apprentissage d’un modèle. Nous avons donc contourné ce problème en réali-
sant la translittération de l’Arabizi vers l’Arabe, puis de la traduction de l’Arabe vers
l’Anglais. Cependant, avec cette méthode, nous perdons en précision, car la translitté-
ration n’est pas optimale, et les erreurs peuvent se cumuler en utilisant deux modèles
différents.

Les travaux menés durant cette thèse peuvent être poursuivis dans différentes direc-
tions, dont trois nous paraissent primordiales. La première concerne l’utilisation des
emojis pour l’analyse de sentiments dans des tweets. Dans ce manuscrit, la repré-
sentation des emojis a été limitée à l’utilisation de la démojisation et de l’embedding
Emojional. Nous avons vu que l’intégration d’une représentation d’emojis améliore
grandement la classification de sentiments. Nous pouvons donc émettre l’hypothèse
qu’une représentation encore plus adaptée permettrait d’obtenir de meilleures perfor-
mances en analyse de sentiments. Pour cela, nous envisageons l’utilisation d’un modèle
de langue intégrant directement les emojis (et non leur versions démojisées comme
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BERTweet), qui pourrait permettre de représenter les tweets intégralement. En effet,
la démojisation déjà intégrée à BERTweet permet aux emojis d’être représentés de la
même manière que le texte. Cependant, cette méthode nécessite une étape de nor-
malisation au préalable qui augmente le temps de traitement du modèle. De plus, en
transformant un emoji en texte, celui-ci va être découpé par le tokenizer avant d’être
traité par le modèle. Or, nous pensons qu’il est plus pertinent de considérer les emojis
comme étant des tokens à part entière, et donc de ne pas le découper. Ils pourront ainsi
avoir une représentation unique, tout comme lors de l’utilisation de l’embedding Emo-
jional. Cette approche d’intégration des emojis dans la représentation du texte présente
différents avantages. Comme nous l’avons mentionné précédemment, cela permet de
réduire le temps de traitement de chaque tweet, puisqu’il n’y a pas d’étape de norma-
lisation des emojis. À cela s’ajoute le fait que les emojis possèdent une représentation
qui leur est propre, et qui ne dépend plus des tokens utilisés pour le texte, sans avoir
besoin de réaliser de combinaison. Cependant, une telle représentation des tweets, qui
serait donc mixte, compliquerait la gestion de nouveaux emojis, contrairement à la
démojisation. En effet, bien qu’il soit possible d’ajouter des tokens supplémentaires
aux représentations, cela nécessite un entraînement afin d’apprendre les poids liés aux
nouveaux tokens.

Notre seconde piste d’amélioration concerne la combinaison de modèles : en plus de
l’utilisation d’un modèle unique pour classifier les tweets, nous souhaitons également
tester la fusion de nos modèles avec des méthodes de combinaison différentes que celles
décrites précédemment. En effet, les méthodes utilisées dans ce manuscrit sont simples,
et nous pensons qu’elles pourraient être améliorées. Parmi les méthodes identifiées dans
la littérature, nous nous intéressons particulièrement à l’utilisation de la somme pon-
dérée. Cette approche est similaire à celle appliquée aux différentes caractéristiques
utilisées lors de la compétition SemEval 2019. Cette méthode de combinaison pourrait
être intéressante, car cela permettrait au modèle d’apprendre sa pondération et de
mieux s’adapter aux tweets. Dans le cas des jeux de données utilisés pour nos expéri-
mentations combinant l’analyse de sentiments, les emojis, et la détection de sarcasme,
nous avons pu nous rendre compte que tous les tweets ne contenaient pas d’emojis.
Dans ce genre de cas, avoir une pondération diminuerait l’impact de la représentation
des emojis. Le modèle ne recevrait alors pas d’information inutile, tandis que les poids
de la représentation du sarcasme et du sentiment seraient plus élevés. Avec une telle
approche, il serait également possible d’ajouter différentes caractéristiques au modèle,
par exemple une représentation spécifique aux hashtags, qui serait entraînée en amont
en fonction de la thématique et de la période traitées. D’autres représentations du
texte pourraient également être combinées, permettant ainsi de mieux capturer diffé-
rentes caractéristiques des tweets. La gestion de ces différentes caractéristiques serait
ensuite effectuée par la pondération du modèle : le contenu superflu serait ignoré, et
les caractéristiques les plus importantes pour la tâche seront renforcées.

Enfin, notre troisième piste est directement liée au projet SAPhIRS et à la complexité
d’annotation due aux thématiques de haine et de radicalisation. Nous avons pu consta-
ter que de tels sujets entraînent fréquemment un biais lors de l’étiquetage des données,
ce qui détériore la qualité du classifieur. Parmi les méthodes permettant de détecter
les erreurs dans l’annotation et de faire de la sélection de données, nous nous inté-
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ressons aux méthodes de l’apprentissage confiant (Confident Learning [107]). Avec ce
type d’approche, les exemples mal annotés sont tout d’abord mis en évidence. Puis,
en fonction de la quantité de données disponibles ainsi que de la probabilité d’erreur,
il est possible d’écarter ou encore de corriger les mauvaises annotations. Ainsi, l’ap-
prentissage confiant est un moyen peu coûteux qui améliore la qualité des modèles de
classification. Lors du traitement de données aussi sensibles que la radicalisation, il est
difficile d’obtenir des données annotées. Corriger les erreurs d’étiquetage est donc une
solution permettant de tirer parti des données mises à notre disposition, quelle que
soit la qualité de leur annotation. Cependant, ce type d’approche n’est actuellement
pas adapté aux données données multi-labels, et nous nous proposons d’étudier cette
problématique de l’apprentissage confiant dans un cadre multi-labels.

Les différents points décrits ci-dessus seront explorés avec Saagie et dans le cadre du
laboratoire commun créé entre Saagie et le LITIS.
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