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INTRODUCTION

Une part importante des travaux en chimie moléculaire consiste a rechercher de nou-
velles molécules permettant de répondre a des problemes applicatifs spécifiques. La re-
cherche de médicaments qui seraient actifs spécifiquement sur une protéine d’un organisme
en est un exemple. Pour découvrir de telles molécules, les chimistes cherchent tradition-
nellement a améliorer des molécules connues qui possedent des propriétés proches de la
cible, en effectuant des modifications locales. Leur expertise leur permet d’identifier a
priori les transformations les plus pertinentes. A titre d’exemple, nous pouvons évoquer
I’histoire de la molécule d’acide acétylsalicylique, qui correspond au principe actif de I'as-
pirine. L’écorce de saule blanc était déja consommée par 'Homme de Néandertal pour
ses propriétés antalgiques et antipyrétiques [WEYRICH et al. 2017]. Au 19" siacle, des
chimistes ont réussi a en isoler le principe actif, qui correspond a la molécule d’acide sa-
licylique. Par 1’étude et la modification locale de cette molécule, I'acide acétylsalicylique
a été découvert en 1852 [FUSTER et SWEENY 2011]. L’acide acétylsalicylique possede des
propriétés thérapeutiques plus efficaces que ’acide salicylique tout en en limitant les effets
indésirables. Il a ensuite été commercialisé sous le nom d’aspirine.

Dans les derniéres décennies, de nouvelles approches sont apparues pour rechercher des
molécules satisfaisant des propriétés cibles. Si une propriété peut étre estimée par calcul
ou par simulation informatique, il est possible de rechercher de maniere systématique des
molécules possédant des valeurs de propriété prometteuses parmi de grandes bases de
données moléculaires. Cette approche nommée criblage a été rendue possible notamment
par la création de bases de données contenant des millions voire des milliards de molécules.
Ces molécules peuvent étre connues a différents degrés. Elles peuvent correspondre a
des médicaments ou a des molécules connues pour d’autres applications, ou simplement
correspondre a des molécules dont on suppose la possibilité de I'existence. Cependant, ces
jeux de données ne représentent en réalité qu’une infime fraction de I’espace moléculaire.
Des chercheurs estiment en effet qu’il existe jusqu’a 10°° molécules de taille moyenne, c’est-
a-dire qui contiennent jusqu’a une trentaine d’atomes en excluant les atomes d’hydrogene

[BOHACEK et al. 1996].

Une autre approche étudiée consiste a utiliser des méthodes d’intelligence artificielle
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Introduction

pour la génération de molécules satisfaisant des propriétés moléculaires. Cela correspond
notamment a 1'utilisation de modeles d’apprentissage profond génératifs ou de méthodes
issues du domaine de 'optimisation. Ce champ de recherche a fait 'objet d’une quantité
massive de travaux dans les cing dernieres années environ [FREEDMAN 2019; PAUL et
al. 2021; SoOusA et al. 2021; YANG et al. 2019]. Ces méthodes suscitent un tres grand
enthousiasme et il est espéré qu’elles permettent de découvrir des molécules dans des
zones pour le moment inconnues de ’espace moléculaire. Toutefois, ces approches sont
la plupart du temps directement dépendantes d'un jeu de données moléculaires. Il est
raisonnable d’attendre que cette dépendance crée implicitement un biais vers la génération
de molécules proches du jeu de données de référence, et I’'on peut craindre que cela entrave

la génération de molécules réellement « nouvelles ».

Une difficulté importante pour la recherche automatique de molécules satisfaisant des
propriétés moléculaires est que les chimistes attendent communément que les molécules
proposées respectent en plus de la propriété cible un ensemble de caractéristiques. Ces
objectifs annexes sont parfois sous-entendus, et sont en pratique souvent difficiles a forma-
liser. Les attentes les plus courantes sont la possibilité de synthétiser expérimentalement
les molécules proposées ainsi que le fait qu’elles soient stables dans des conditions nor-
males de pression et de température. Bien que ces propriétés soient difficiles a formaliser,
les chimistes en ont souvent une perception intuitive qui est liée a leur expérience. Dans
ce mémoire, nous parlerons de réalisme des molécules pour qualifier cette perception liée
a une part de subjectivité. Il existe également d’autres contraintes qui sont liées a cer-
taines applications spécifiques. Pour la chimie pharmaceutique par exemple, il existe une
contrainte forte de non-toxicité des molécules proposées. Le cotit de synthese et son impact

environnemental sont également des éléments d’importance.

Les travaux présentés dans cette theése sont effectués en collaboration avec le labora-
toire MOLTECH-Anjou. Il s’agit d’un laboratoire de recherche en chimie faisant partie de
I’Université d’Angers et qui est également affilié au CNRS. Les chercheurs de MOLTECH-
Anjou s’intéressent en particulier a la chimie des matériaux moléculaires organiques. Il
s’agit d’'un domaine de la chimie qui correspond aux molécules possédant des propriétés
dites électroniques, qui dépendent de la répartition des électrons au sein des molécules.
Parmi les applications de ce domaine de la chimie, nous pouvons citer les cellules photo-
voltaiques organiques ou encore les diodes électroluminescentes organiques (connues sous
I'abréviation anglaise OLED). L'une des spécialités de MOLTECH-Anjou est 'analyse des

relations entre structures et propriétés moléculaires. Cela revient a chercher a identifier
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I'effet de groupes d’atomes spécifiques sur les propriétés observées.

Dans ce mémoire, nous cherchons a développer une méthode d’optimisation molé-
culaire adaptée au domaine de la chimie des matériaux moléculaires organiques. Une
caractéristique importante des propriétés électroniques est que leur estimation dépend de
simulations informatiques cofiteuses. Dans un contexte de génération moléculaire dans
un espace de recherche de tres grande taille, le colit de 'estimation des propriétés cibles
ajoute une difficulté supplémentaire puisqu’il limite le nombre de molécules qui peuvent
étre évaluées. Afin de réduire ce cotit, de nombreux travaux de la littérature présentent des
modeles d’apprentissage artificiel supervisé permettant de prédire les valeurs de propriétés
électroniques a partir d’un apprentissage sur un jeu de données moléculaires [DERINGER
et al. 2021 ; NOE et al. 2020]. Cependant, notre équipe a montré dans des travaux anté-
rieurs a cette these qu’il peut exister un manque de diversité moléculaire dans les jeux
de données de référence, qui peut altérer la capacité de généralisation de ces modeles
[GLAVATSKIKH et al. 2019]. Dans un contexte de recherche de molécules nouvelles satis-
faisant des propriétés moléculaires, il serait pourtant souhaitable qu'un tel modele puisse

prédire avec une précision suffisante les valeurs de propriétés de molécules quelconques.

Dans les travaux que nous présentons au sein de ce mémoire, nous considérons la
recherche de molécules satisfaisant des propriétés moléculaires comme un probleme d’op-
timisation combinatoire de graphes moléculaires. Les contributions principales sont les
suivantes. Nous proposons un algorithme évolutionnaire générique et interprétable pour
I'optimisation de propriétés moléculaires variées, et nous montrons qu’il est tres efficace
pour 'optimisation de nombreuses propriétés moléculaires. Nous définissons une méthode
d’optimisation efficace pour la maximisation de la diversité moléculaire, basée sur notre
algorithme évolutionnaire. Cela nous permet de générer un jeu de molécules tres divers,
et nous montrons également que 'objectif de diversité peut apporter un gain d’efficacité
lors de 'optimisation d’une propriété moléculaire. Finalement, nous proposons une mé-
thode d’optimisation basée sur un modele de substitution pour 'optimisation efficace de
propriétés moléculaires cotiteuses. Le modele de substitution est un modele d’apprentis-
sage artificiel supervisé permettant une estimation rapide des valeurs de la propriété cible.
Nous menons une étude étendue de notre approche pour 'optimisation d’une propriété peu
coliteuse, puis nous montrons qu’elle permet effectivement 1'optimisation efficace d’une

propriété électronique dont 1’évaluation est cofiteuse.
Le contenu de ce mémoire est organisé de la maniere suivante.

— Dans le premier chapitre, nous abordons les concepts essentiels en chimie pour la
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Introduction

compréhension et la motivation de nos travaux. Nous effectuons également un état
de I'art de notre domaine de recherche, a la fois en informatique et en chimie-
informatique. En informatique, nous nous intéressons en particulier aux domaines
de I'apprentissage artificiel supervisé ainsi qu’au domaine de I'optimisation combi-
natoire. En chimie-informatique, nous nous intéressons notamment aux représen-
tations moléculaires ainsi qu’aux approches de génération moléculaire.

— Dans le deuxieme chapitre, nous proposons un algorithme évolutionnaire géné-
rique pour 'optimisation de propriétés moléculaires issues de différents domaines
de la chimie. Nous considérons le probleme de génération de molécules satisfaisant
des propriétés moléculaires comme un probleme d’optimisation combinatoire de
graphes moléculaires. Nous limitons les biais intégrés dans la version de base de
notre approche afin qu’elle ne soit pas associée a un domaine de la chimie en parti-
culier. De plus, notre approche est congue pour permettre une interprétabilité forte
des résultats par les utilisateurs du domaine d’application. Nous proposons une vi-
sualisation de la recherche sous la forme d’un arbre d’exploration. Finalement, nous
proposons une étude de différentes contraintes permettant de restreindre 1’espace
de recherche accessible afin d’améliorer le réalisme des molécules proposées.

— Dans le troisieme chapitre, nous définissons une méthode de maximisation de la
diversité moléculaire. Notre objectif initial est de générer un jeu de données molé-
culaires possédant une grande diversité, afin de favoriser les capacités de générali-
sation d’éventuels modeles d’apprentissage artificiel de propriétés moléculaires qui
I'utiliseraient en tant que jeu de données d’entrainement. Notre approche est ba-
sée sur l'algorithme évolutionnaire que nous proposons au deuxiéme chapitre, pour
lequel nous définissons une fonction objectif correspondant a une approximation
efficace de la contribution a la diversité totale de la population. Nous montrons que
lorsqu’il est combiné a un objectif correspondant a une propriété moléculaire que
I’on souhaite optimiser, ’objectif de diversité permet une optimisation plus efficace
de la propriété cible que lorsqu’elle est optimisée seule. Nous montrons ainsi que
I'objectif de diversité favorise ’exploration de 1’espace de recherche.

— Dans le quatrieme chapitre, nous cherchons a améliorer 'efficacité de la recherche
pour l'optimisation de propriétés électroniques cotiteuses. Nous proposons pour
cela d’'utiliser un algorithme d’optimisation basée sur un modele de substitution.
Le modele de substitution est un modele d’apprentissage artificiel supervisé per-

mettant une estimation rapide des valeurs de la propriété cible. Il est utilisé au
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Introduction

sein d’une procédure d’optimisation qui permet de limiter les appels a la fonction
objectif cotiteuse. Cette procédure dépend de I'algorithme évolutionnaire que nous
avons proposé au deuxieme chapitre afin de sélectionner des solutions candidates
selon les valeurs prédites par le modele de substitution. En tant que modele de
substitution, nous utilisons un modele de régression par processus gaussien, dont
la prédiction probabiliste est mise a profit pour guider la recherche de candidats
avec un meilleur controle. Les travaux présentés au sein de ce mémoire font partie
d’un domaine de recherche trées dynamique. Dans la conclusion, nous discuterons
de différents développements qui peuvent étre poursuivis apres cette these, dont

certains pour lesquels des travaux préliminaires ont déja été effectués.
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1.1. Chimie et représentation des molécules

Dans ce premier chapitre, nous présentons le contexte et les concepts essentiels de notre
domaine d’application, c¢’est-a-dire la chimie moléculaire organique. Nous effectuons éga-
lement un état de I’art des travaux en informatique et en chimie-informatique qui forment
notre domaine de recherche et sur lesquels les travaux que ’on développe au sein de ce mé-
moire vont s’appuyer. Nous nous intéressons notamment aux domaines de I’apprentissage
artificiel et de 'optimisation ainsi qu’a leurs applications en chimie moléculaire.

Nous organisons ce chapitre de la facon suivante. D’abord, nous introduisons I’ensemble
des concepts en chimie indispensables a la motivation et la compréhension de nos travaux,
et nous nous intéressons en particulier a la facon dont les molécules peuvent étre repré-
sentées informatiquement. Nous présentons également des jeux de données moléculaires
de référence. Par la suite, nous nous intéressons au domaine de I'apprentissage artificiel
et a ses applications en chimie-informatique. Finalement, nous présentons le domaine de
I'optimisation et ses applications en chimie pour la recherche de molécules satisfaisant
des propriétés moléculaires. Plus généralement, nous nous intéressons aux méthodes qui
entrent dans le cadre de la génération moléculaire, dont un certain nombre est basé sur
des modeles d’apprentissage artificiel. Nous concluons ce chapitre par la présentation de
propriétés moléculaires communément manipulées dans le cadre de ces méthodes de gé-

nération.

1.1 Chimie et représentation des molécules

Dans cette section, nous présentons les concepts élémentaires en chimie moléculaire, a
savoir notamment les atomes, les liaisons, les molécules ainsi que les différents domaines
de la chimie. Par la suite, nous étudions un ensemble de représentations moléculaires
formelles permettant de manipuler des molécules de maniere systématique. Nous distin-
guons les représentations des descripteurs moléculaires, qui sont utilisés notamment dans
le cadre de I'apprentissage artificiel. Finalement, nous présentons plusieurs jeux de don-

nées moléculaires de référence dans la littérature.

1.1.1 Chimie et espaces moléculaires

En chimie, et plus précisément en chimie moléculaire, la molécule est 'objet d’étude
de base. Elle est composée d’atomes associés entre eux par des interactions fortes appe-

lées liaisons. Dans ce mémoire, nous allons nous intéresser plus précisément a la chimie
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H He
Li| Be B|IC|N|O|F |Ne
Na|Mg Al|Si| P | S|Cl|Ar

K |Cal||Sc||Ti|V |Cr|Mn|Fe[Co|Ni|Cu|Zn|Ga|Gel||As|Se|Br | Kr

Rb| Sr||Y | Zr |[Nb|Mo|Tc |Ru|Rh|Pd||Ag[Cd| In |[Sn||Sb|Te| I |Xe

Cs|Ba|| * |Hf [Ta|W |Re|Os| Ir | Pt |Au|Hg| Tl |Pb| Bi|Po|At|Rn

Fr|Ra| #* | Rf | Db|Sg |Bh|Hs|Mt| Ds| Rg|Uub| Uut |Uug| Uup|Uuh| Uus|Uuo

s | [Lg || Ce | Pr | Nd|[Pm|Sm| Eu |Gd| Tb |Dy|Ho| Er [Tm|Yb| Lu

~andes | AC|Th| Pa| U |Np| Pu|Am|Cm|Bk|Cf | Es |[Fm|Md| No| Lr

FI1GURE 1.1 — Tableau périodique des éléments chimiques avec mise en évidence des
¢léments de la chimie organique, centrée sur 'atome de carbone (C). En bleu et bleu-
vert, éléments considérés au cceur de la chimie organique. En violet, éléments que 'on
considere dans une définition plus étendue de la chimie organique. En rose, éléments dont
la considération pourrait également étre justifiée. Image adaptée de Wikimedia (Cdang)

©®O.

organique moléculaire, qui correspond a I’étude des molécules formées a partir d’un sous-
ensemble des éléments chimiques. Il s’agit de la chimie principale des organismes biolo-
giques, centrée autour de I'atome de carbone. La chimie organique étant notre unique
domaine d’application, nous utiliserons parfois plus simplement le terme de chimie pour

désigner implicitement la chimie organique.

Atomes

Composition Un atome est composé d'un noyau, dont le nombre de protons (parti-
cules chargées positivement) définit son type. Le nombre de protons est appelé numéro

atomique. Un atome est également composé d'un ensemble d’électrons (particules chargées
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1.1. Chimie et représentation des molécules

négativement) qui orbitent a proximité du noyau. Un atome est neutre électriquement, ce
qui signifie qu’il possede autant de protons que d’électrons. Lorsque le nombre d’électrons
differe du nombre de protons, on parle alors d'un ion, qui est chargé négativement ou
positivement. Le terme d’élément chimique, basé uniquement sur le nombre de protons,
permet de se référer génériquement a un atome ou un ion. Afin de simplifier les appel-
lations au sein de ce mémoire, nous serons susceptibles d’utiliser abusivement le terme
d’« atome chargé » pour qualifier un ion. Deux atomes a proximité 'un de I'autre ont la
possibilité de partager une ou plusieurs paires d’électrons, afin de maximiser 'attraction
entre électrons et noyaux. On parle alors de la formation d’une liaison covalente. Cela
permet a I’ensemble moléculaire d’avoir une énergie totale plus faible, ce qui correspond

a une meilleure stabilité.

Tableau périodique La Figure 1.1 représente le tableau périodique des éléments, c’est-
a~dire ’ensemble des éléments connus ou dont I’existence est supposée. Les éléments sont
organisés de telle sorte que les éléments d’une colonne possedent généralement des pro-
priétés similaires. Les éléments colorés du tableau périodique correspondent aux éléments
de la chimie organique ou assimilables a la chimie organique. Parmi les éléments qui ne
font pas partie de la chimie organique, représentés en gris, on retrouve notamment les
métaux. Les métaux correspondent a toute la partie inférieure et gauche du tableau pé-
riodique. En gris, on retrouve également une partie des metalloides, qui sont des éléments
possédant des propriétés qui les classent entre le groupe des métaux et des non-métaux.
Ce groupe contient entre autres les éléments Ge, As, Sb, Te et At. La derniere famille
dont les éléments sont représentés en gris correspond aux gaz rares, situés dans la der-
niere colonne a droite du tableau. Les gaz rares sont des éléments extrémement stables,
qui ne peuvent généralement pas former de liaison covalente et que 1’on ne retrouve donc

généralement pas dans des molécules.

Chimie organique Les différentes couleurs de la Figure 1.1 nous permettent de définir
plusieurs sous-ensembles des atomes de la chimie organique. En bleu, nous représentons
les quatre atomes au coeur de la chimie organique (H, C, N, et O). Dans la suite de ce
mémoire, nous utiliserons régulierement un sous-ensemble restreint des atomes de la chi-
mie organique, qui contient en plus de ces éléments le fluor (F), représenté en bleu-vert.
Ce sous-ensemble est basé sur le choix effectué lors de la conception de QM9, un jeu de

données de référence de I'état de l'art (voir la section 1.1.4 de ce chapitre). Nous uti-
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liserons également un ensemble d’éléments correspondant a une définition plus étendue
de la chimie organique. Cet ensemble contient en plus des éléments en bleu et bleu-vert,
les quatre éléments en violet (P, S, Cl et Br). Cela forme un ensemble d’éléments com-
munément accepté par les chimistes comme relevant de la chimie organique. Cependant,
les frontieres de la chimie organique sont discutables. Ainsi, nous aurions également pu
inclure les éléments représentés en rose, a savoir B, Si, Se et I. A 'exception de I'iode (),
ces éléments sont également des métalloides.

La chimie organique est étudiée par des chimistes appartenant a diverses communau-
tés. Elle est étudiée en chimie pharmaceutique car elle correspond a la chimie principale
des organismes biologiques. Au sein de ce mémoire, nous nous intéresserons également au
domaine de la chimie des matériaux moléculaires organiques. Il s’agit du champ d’étude
des molécules de la chimie organique possédant des propriétés telles que l'absorption ou
I’émission de photons (lumiere), ou encore des propriétés photovoltaiques. Ces propriétés,
dites électroniques, sont tres liées a ’organisation des électrons au sein de la molécule.

En Table 1.1, nous reportons un ensemble de caractéristiques des types d’atomes que
nous allons manipuler au sein de ce mémoire. Ce tableau permet de faire le lien entre le
nom des atomes et le symbole qui les représente usuellement, comme au sein du tableau
périodique. Nous définissons également deux termes pour évoquer simplement des groupes
de types d’atomes. Les atomes dits « lourds » correspondent a ’ensemble de tous les types
d’atomes a l'exception de I’hydrogene. Les hétéroatomes correspondent a 1’ensemble de

tous les atomes lourds, a I’exception du carbone.

Liaisons

Valence En Table 1.1, nous reportons également pour chaque type d’atome sa valence.
La valence d’un atome correspond au nombre de liaisons qu’il peut former, ou plus exac-
tement au nombre d’électrons qu’il peut partager avec un autre atome. Notons la capacité
de I'atome de carbone a former 4 liaisons, ce qui lui permet de former des structures com-
plexes et variées. Notons également que le phosphore et le soufre ont une valence usuelle
de 3 et 2, mais qu’ils peuvent partager jusqu’a 5 et 6 électrons respectivement. Plus pré-
cisément, nous considérons que l'atome de phosphore peut partager 3 ou 5 électrons, et
que 'atome de soufre peut en partager 2, 4 ou 6. En pratique, nous allons considérer que
la valence de ces types d’atomes est dépendante du nombre de liaisons qu’ils forment de
maniere explicite, ¢’est-a-dire avec des atomes lourds. Si un atome de phosphore lie 0, 1,

2 ou 3 de ses électrons avec des atomes lourds alors nous considérons que sa valence est 3.
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1.1. Chimie et représentation des molécules

Nom Symb. Num. Valence Lourd Hétéroatome | Repr. F. brute
Hydrogene H 1 1

Carbone C 6 4 v — (CyHg
Azote N 7 3 v v —NH, CH;N
Oxygene 0] 8 2 v v —o0oH  CH40
Fluor F 9 1 v v — CH3F
Phosphore P 15 3,5 v v — CH;P
Soufre S 16 2, 4,6 v v - CH,4S
Chlore Cl 17 1 v v —<¢  CH;3Cl
Brome Br 35 1 v v —8r CH3Br

TABLE 1.1 — Tableau récapitulatif des atomes de la chimie organique considérés dans
ce mémoire. Partie centrale : symbole, numéro atomique et valence (nombre de liaisons)
des différents atomes. Les coches permettent de définir les ensembles d’atomes lourds
et d’hétéroatomes. Partie droite : dessin moléculaire et formule brute de chaque atome
lorsqu’il est li¢ par une liaison simple a un atome de carbone. Pour la ligne correspondant
a ’atome de carbone, cela correspond a la molécule d’éthane. Pour la ligne correspondant
a I'atome d’azote, cela correspond a la molécule de méthylamine.
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I NH,
H H H

H C c H H o N H
H H H H

FIGURE 1.2 — Partie supérieure : dessin moléculaire de la molécule d’éthane (a gauche)
et de méthylamine (& droite). Partie inférieure : dessins moléculaires explicites correspon-
dants (formules développées).

S’il en lie strictement plus de 3 alors nous considérons que sa valence est 5. Pour ’atome
de soufre, §’il lie 0, 1 ou 2 électrons avec des atomes lourds alors nous considérons que
sa valence est 2. S’il en lie 3 ou 4 alors nous considérons que sa valence est 4. Finale-
ment, s’il en lie strictement plus de 4 alors nous considérons que sa valence est 6. Apres
avoir introduit les dessins moléculaires dans le paragraphe suivant, nous proposerons une

visualisation de ce comportement.

Dessin moléculaire La Table 1.1 contient également des exemples de représentation
sous forme de dessin moléculaire des atomes, dans un contexte ou ils forment une liaison
impliquant un unique électron avec un atome de carbone. Nous faisons le choix de les
présenter dans ce contexte, puisque les atomes seront toujours ou presque liés a d’autres
atomes lourds dans les représentations de molécules que nous présenterons au sein de
ce mémoire. Dans les dessins moléculaires, les atomes de carbone ne sont pas représen-
tés par leur symbole lorsqu’ils sont liés a un atome lourd. Ils sont représentés de facon
implicite, par la présence d'une liaison de couleur noire si elle implique deux atomes de
carbone (ligne Carbone), ou d'une liaison de couleur noire du c6té de la liaison contenant
un atome de carbone, et de la couleur du second atome sur la deuxieme moitié (ligne
Azote, par exemple). Ces deux exemples correspondent en réalité a des molécules qui
existent réellement, a savoir la molécule d’éthane et de méthylamine respectivement. En
Figure 1.2, nous représentons ces deux molécules selon deux formes de représentation gra-
phique. Nous reportons d’abord les dessins moléculaires de ces deux molécules, qui sont
également présentés au sein de la Table 1.1. Dans la deuxieme représentation, que nous

nommons dessin moléculaire explicite en opposition a la premiere représentation, tous les
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1.1. Chimie et représentation des molécules

atomes et toutes les liaisons sont représentés explicitement. Le dessin moléculaire expli-
cite correspond a une représentation communément nommée formule développée par les
chimistes, en opposition au dessin moléculaire qui est équivalent a la notation sous forme
de formule semi-développée. Au sein de ce mémoire, nous utiliserons exclusivement la re-
présentation sous forme de dessin moléculaire (formule semi-développée) car elle est plus
compacte. La comparaison des deux représentations nous permet ici de comprendre plus

aisément les éléments qui sont représentés implicitement dans les dessins moléculaires.

Dans les dessins moléculaires, les atomes d’hydrogene ne sont pas représentés lors-
qu’ils sont liés & un atome de carbone, mais sont sous-entendus. Ainsi, chacun des deux
atomes de carbone du dessin moléculaire de I’éthane est également lié a 3 atomes d’hy-
drogene non représentés, de sorte que la valence des atomes est respectée (deuxieme ligne
de la Table 1.1). Chacun des atomes de carbone forme ainsi une liaison explicite avec
I’autre atome de carbone et trois liaisons implicites avec des atomes d’hydrogene. Pour
les hétéroatomes, la présence d’une liaison avec un ou plusieurs atomes d’hydrogene est en
revanche marquée explicitement sur les dessins moléculaires. Les liaisons ne sont pas re-
présentées, mais le symbole H ainsi que le nombre d’atomes d’hydrogene liés est accolé au
symbole de I'hétéroatome. On observe ainsi que la présence de deux liaisons entre I'atome
d’azote et les atomes d’hydrogene pour la molécule de méthylamine apparait explicitement

dans le dessin moléculaire de la molécule en partie supérieure de la Figure 1.2.

Les dessins moléculaires nous permettent de visualiser le comportement de la valence
des atomes de phosphore et de soufre, qui dépend du nombre d’électrons impliqués dans
des liaisons explicites formées avec des atomes lourds (voir le paragraphe Valence). Ces
dessins moléculaires sont représentés en Figure 1.3, pour un nombre de liaisons explicites
variant de 1 a 5 pour le phosphore et de 1 a 6 pour le soufre. Pour le phosphore, on observe
ainsi que dans les quatre premiers dessins, lorsque le nombre d’électrons impliqués dans
des liaisons explicites est compris entre 0 et 3, la valence de I’atome est 3. Pour rappel, la
valence prend en compte les liaisons formées explicitement avec les atomes lourds et les
liaisons formées implicitement avec des atomes d’hydrogene. Lorsque le nombre d’électrons
impliqués dans des liaisons est supérieur, la valence est 5. Pour 'atome de soufre, nous
observons un comportement tres similaire. Lorsque le nombre d’électrons impliqués dans
des liaisons explicites est compris entre 0 et 2, la valence de 'atome est 2. Lorsqu’il est

compris entre 3 et 4, la valence est 4 et lorsqu’il est supérieur alors la valence est 6.
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FIGURE 1.3 — Dessins moléculaires d’atomes de phosphore formant 0 a 5 liaisons explicites
avec des atomes de carbone (premiére ligne) et d’atomes de soufre formant 0 & 6 liaisons
explicites avec des atomes de carbone (seconde ligne)

Formule brute En Table 1.1, nous représentons finalement la formule brute des molé-
cules de petite taille formées par la liaison des différents types d’atomes avec un atome
de carbone. La formule brute correspond a la concaténation des symboles des atomes
contenus, en faisant suivre chaque type d’atome par son nombre d’occurrences dans la
molécule il est présent plusieurs fois. A titre d’exemple, la molécule d’eau qui est com-
posée d'un atome d’oxygene et deux atomes d’hydrogene a pour formule brute H,O. La
molécule d’éthane est composée de deux atomes de carbone formant chacun trois liaisons
avec des atomes d’hydrogene (voir la Figure 1.2). Ainsi, elle possede comme formule brute
CsHg. De facon tres similaire, la molécule de méthylamine possede comme formule brute
CH;5N, car elle est composé d’un atome de carbone qui forme trois liaisons implicites avec
des atomes d’hydrogene, et un atome d’azote qui forme deux liaisons implicites avec des
atomes d’hydrogene. Il est intéressant de remarquer qu’en ligne 6 de la Table 1.1, 'atome
de phosphore ne forme qu’une unique liaison explicite impliquant un unique électron avec
un atome lourd. Selon la regle énoncée dans le paragraphe Valence, cet atome possede
une valence de 3 car strictement moins de 4 électrons sont impliqués dans des liaisons ex-
plicites. La formule brute est donc CH5P puisque 'atome de carbone forme trois liaisons
implicites avec des atomes d’hydrogene et ’atome de phosphore en forme 2. De fagon tres
similaire, on peut déduire dans la ligne suivante que la valence de I’atome de soufre est
2 et qu’il forme donc une unique liaison implicite en plus des trois liaisons formées par

I’atome de carbone. Par conséquent, la formule brute est CH,4S.

26



1.1. Chimie et représentation des molécules

Liaison Représentation Formule brute

Simple —NH, CH5N
Double =—NH CH3N
Triple = CHN

TABLE 1.2 — Types de liaisons, représentations graphiques sous forme d’un dessin molé-
culaire et formules brutes correspondantes, avec I'exemple d’une liaison entre un atome
de carbone et un atome d’azote.

Types de liaisons Il existe plusieurs types de liaisons covalentes, qui dépendent du
nombre d’électrons partagés par les atomes impliqués dans la liaison. Dans la Table 1.1,
nous avons représenté le cas de liaisons dites « simples », qui correspond au partage d'une
unique paire d’électrons. Il existe également des liaisons correspondant au partage de
deux et trois paires d’électrons. Ces liaisons sont nommeées respectivement « doubles » et
« triples ». Chimiquement, plus une liaison implique d’électrons, plus elle est forte. Cela
implique que les atomes sont plus pres dans 1'espace, et que 1’énergie nécessaire pour casser
la liaison est plus élevée. En réalité, la discrétisation des liaisons sous la forme simple,
double ou triple est une simplification des interactions électroniques qui ont lieu dans un
espace géométrique continu au sein des molécules. Cela permet toutefois de représenter
de fagon pertinente la majorité des interactions, et permet de simplifier grandement la
représentation des molécules. En Table 1.2, nous représentons le dessin moléculaire ainsi
que la formule brute d’une liaison entre un atome de carbone et un atome d’azote selon
le type de la liaison. Nous pouvons remarquer que plus la liaison est forte, moins il existe
d’électrons disponibles pour former des liaisons implicites avec des atomes d’hydrogene
et donc moins la molécule formée contient d’atomes d’hydrogene. Pour la liaison simple,
I’atome de carbone forme trois liaisons implicites et 'atome d’azote en forme deux. Pour
la liaison double, 'atome de carbone forme deux liaisons implicites et 'atome d’azote n’en
forme qu’une. Pour la liaison triple, 'atome de carbone ne forme qu’une liaison implicite

et 'atome d’azote n’en forme aucune.

Molécules

Chimiquement, une molécule est un ensemble d’atomes qui forment des liaisons co-

valentes dans un espace géométrique. La formation de liaisons stabilise énergétiquement
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I’ensemble par rapport a des atomes considérés indépendamment. Nous utilisons une dé-
finition générique des atomes, selon laquelle les ions sont considérés comme des atomes
chargés. Par conséquent, nous considérons qu’une molécule peut contenir des atomes
neutres ou des ions. Notons qu’en chimie, on parle généralement d’un ion polyatomique
ou simplement d’un ion pour désigner une molécule qui contient un ou plusieurs ions. Si la
charge totale est nulle (la molécule contient autant de charges positives que négatives), on
parle d’un zwitterion. Dans notre domaine d’application, qui est 1'utilisation de méthodes
d’intelligence artificielle pour la recherche de molécules satisfaisant des propriétés, les chi-
mistes sont en réalité susceptibles de rechercher des molécules neutres, mais également
des ions et des zwitterions. Pour cette raison, nous choisissons de désigner tous ces objets

par le terme de molécule.

Radical Les ensembles d’atomes présentés jusqu’a présent sont composés d’atomes for-
mant un nombre de liaisons correspondant a leur valence. Cela signifie que tous les élec-
trons qui sont susceptibles de s’apparier forment une liaison covalente avec un autre atome.
Cependant, il existe dans le monde réel des cas ou I'un ou plusieurs de ces électrons est
non apparié. On parle dans ce cas d’un radical plutot que d’'une molécule. Dans le cadre
des problemes de génération moléculaire que nous serons amenés a traiter au sein de ce
mémoire, les radicaux ne correspondent pas a des structures chimiques pertinentes. Ils

sont cependant susceptibles d’étre présents dans les bases de données moléculaires.

Aromaticité Les atomes d’une molécule peuvent former des cycles. Certains cycles
induisent une propriété reconnue expérimentalement nommée aromaticité. En réalité, ce
terme recouvre plusieurs phénomenes et son évaluation est toujours en débat. L'une des
approches pour la caractériser est de compter le nombre d’électrons délocalisables partagés
au sein d’un cycle. On considere ainsi quun cycle est aromatique s’il existe un entier
naturel n tel que ce nombre est égal a 4n + 2, avec n un entier naturel quelconque, selon
une regle dérivée des travaux de [HUCKEL 1931]. La notion d’électron délocalisable fait
intervenir des notions de chimie quantique qui sont hors de la portée de ce mémoire.
Nous traiterons I’aromaticité comme une propriété moléculaire binaire détectable a I’aide
d'une fonction implémentée dans la bibliotheque logicielle RDKit [LANDRUM 2010]. A
titre d’exemple, et bien que notre définition n’est pas suffisante pour nous permettre
d’identifier I'aromaticité, nous représentons en Figure 1.4 quatre molécules cycliques dont

deux sont aromatiques. Le benzeéne (a) ainsi que le thiophéne (b) possedent un cycle
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ODOD

CsHe CsHa4S CeH12 CesHe

FIGURE 1.4 — Dessin moléculaire et formule brute des molécules de benzéne (a), thiophéne
(b), cyclohexane (c) et fulvene (d).

aromatique. Le benzéne est la molécule typique et représentative de ’aromaticité. Le
cyclohexane (c) et le fulvene (d) ne possedent pas de cycle aromatique. Notons que les
molécules de benzeéne et de cyclohexane different uniquement par les types de liaisons qui
sont formées. Cette différence apparailt également dans la formule brute avec les 6 atomes
d’hydrogene supplémentaires dans le cyclohexane, qui correspondent aux 6 électrons qui
seraient impliqués pour transformer 3 liaisons simples du cyclohexane en 3 liaisons doubles

et ainsi former la molécule de benzéne.

Espaces moléculaires

L’espace moléculaire correspond a un espace contenant 1’ensemble des molécules. 11
s’agit d’un concept assez intuitif, qui représente un espace virtuel dans lequel les chimistes
recherchent des molécules pour répondre a des problématiques. Cependant, la définition
formelle de cet espace est tres complexe. Pour traiter des molécules de fagcon automatique
dans un systeme informatique, il est nécessaire de définir une représentation formelle
des molécules. Cependant, il n’existe pas de représentation moléculaire universelle. La
représentation des molécules sous la forme d’un objet dans un espace géométrique permet
au mieux la modélisation des interactions entre les électrons en chimie quantique. Souvent,
les chimistes utilisent une représentation simplifiée basée sur la discrétisation des types de
liaisons et dépourvue d’informations géométriques. Cette représentation est a la base des
dessins moléculaires que nous avons présentés précédemment. Les espaces moléculaires que
I’on peut définir a partir de ces deux représentations ne sont pas équivalents. Il faut retenir
que I'espace moléculaire est un concept intuitif mais qu’en ’absence de définition formelle
cet espace ne peut étre exploré de maniere automatique. Pour cela, il est nécessaire de

définir une représentation moléculaire formelle, qui conditionne les caractéristiques qui
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Molécules

F1GURE 1.5 — Représentation schématique de 1’espace moléculaire et de sous-espaces per-
tinents dans le cadre de la recherche de molécules satisfaisant des propriétés moléculaires.

peuvent étre représentées et qui définit donc un sous-ensemble de l’espace moléculaire.

Nous décrivons plusieurs de ces représentations dans la suite de cette section.

Taille Bien que la définition d’espace moléculaire soit complexe a établir, il est reconnu
qu’il est de tres grande taille. Il existe plusieurs estimations de la taille de I’espace molécu-
laire dans la littérature. Par raisonnement combinatoire, des auteurs estiment qu’il existe
entre 103 et 10%° molécules organiques de taille moyenne, contenant jusqu’a une trentaine
d’atomes lourds [BOHACEK et al. 1996 ; POLISHCHUK et al. 2013]. Dans le cadre ou 'on
cherche des molécules optimales selon une propriété dans cet espace de recherche, cela
rend inenvisageable une approche par énumération, et justifie la définition de méthodes

pour 'optimisation efficace au sein de I’espace moléculaire.

Sous-espaces moléculaires Parmi la totalité des molécules que I’on peut imaginer, une
tres faible fraction est réellement pertinente a considérer lors de la recherche de molécules
satisfaisant des propriétés moléculaires cibles. La raison est d’abord que pour répondre a
la plupart des problématiques dans le monde réel, la molécule doit impérativement étre
stable dans des conditions normales de pression et de température. Cela exclut une grande
partie de I'espace moléculaire. Il est cependant difficile de caractériser ce sous-espace ainsi
que d’estimer sa taille. La raison est que l'estimation de la stabilité dépend de calculs
coliteux voire trés coliteux en chimie quantique (voir la section 1.1.2 de ce chapitre). De
plus, afin de pouvoir étre utilisées en pratique, les molécules doivent étre synthétisées ex-
périmentalement. Or, seule une partie des structures moléculaires que I’on peut imaginer
peuvent étre synthétisées selon la connaissance des chimistes. Cette connaissance évolue

continuellement puisque la recherche de voies de syntheses est un pan important de la
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SMILES canonique :

(A) (B) cc(=0) 0) (C)

—~
Il

FIGURE 1.6 — Représentations moléculaires de la molécule d’acide acétylsalicylique.
A : graphe moléculaire, B : SMILES et parcours de graphe correspondant, C : nuage
d’atomes 3D (gris : carbone, rouge : oxygene, blanc : hydrogene).

recherche en chimie. En Figure 1.5, nous représentons de maniere schématique 1’espace
moléculaire et ces deux sous-espaces, afin de faire apparaitre les relations d’inclusion. Dans
ce schéma, nous considérons uniquement l’espace des molécules synthétisables qui sont
également stables. En réalité, il est possible de synthétiser brievement certaines molécules
instables. Dans un contexte de recherche de molécules satisfaisant des propriétés molécu-
laires pour répondre a des problemes réels, ces solutions ne seront a priori pas utilisables
en pratique et par conséquent nous choisissons de ne pas les considérer au sein de ce
schéma. Les bordures internes sont représentées par des tirets pour faire apparaitre que
la caractérisation de ces espaces est un probleme complexe et que les frontieres peuvent

étre poreuses.

1.1.2 Représentation des molécules

Dans la section précédente, nous avons donné une définition générique des molécules.
Pour définir un espace de recherche exploitable par un algorithme de génération de mo-
lécules, ou plus généralement pour traiter des molécules de fagon automatique, il est
nécessaire de définir une représentation moléculaire formelle. Dans cette section, nous
présentons les représentations moléculaires majeures. Il s’agit premierement de la repré-
sentation sous forme de graphe moléculaire. Il s’agit également des représentations sous
forme de texte qui correspondent a un parcours du graphe moléculaire, ou encore de la
représentation géométrique sous la forme d’'un nuage de noyaux atomiques. Pour cette

derniere, nous présentons également plusieurs méthodes de calcul et estimons leur cofit.
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Représentation sous forme de graphe moléculaire

Considérer les molécules comme un graphe dans lequel les atomes sont les sommets et
les liaisons sont des arétes est une représentation tres naturelle pour les chimistes. Il s’agit
d’ailleurs de la représentation utilisée dans les dessins moléculaires. En partie (A) de la
Figure 1.6, nous représentons le dessin moléculaire correspondant au graphe moléculaire
de la molécule d’acide acétylsalicylique, commercialisée comme médicament sous le nom
d’aspirine.

Formellement, nous pouvons représenter un graphe moléculaire comme un quintu-
plet G = (V. E, fo, f, f), avec V l'ensemble des sommets (atomes), E l’ensemble des
arétes (liaisons), f, : V. — {C,N,O, F, ...} une fonction étiquetant les types d’atomes,
fo: E — {1,2,3} une fonction étiquetant les types de liaisons et f.:V — Z une fonction
étiquetant les charges formelles. Un graphe moléculaire ne correspond pas nécessairement
a une molécule valide. Notre définition ne prend en effet pas en compte le respect des
regles de valence. Souvent, les atomes d’hydrogene sont représentés de maniere impli-
cite au sein des graphes moléculaires. Chaque sommet représentant un atome lourd est
implicitement lié a autant d’atomes d’hydrogene que nécessaire afin que sa valence soit
atteinte. Cela permet de simplifier le traitement automatisé des graphes moléculaires, et
notamment pour vérifier le respect des regles de valence. Lorsque les atomes d’hydrogene
sont représentés de maniere implicite, il est uniquement nécessaire de vérifier que la va-
lence des atomes lourds n’est pas dépassée. Nous y reviendrons au sein du Chapitre 2. Au
sein de ce mémoire, nous considérerons systématiquement les atomes d’hydrogene de ma-
niere implicite lorsque nous serons amenés a manipuler des graphes moléculaires. Notons
que lorsque les graphes moléculaires sont représentés sous forme d’un dessin moléculaire,
comme en partie (A) de la Figure 1.6, seuls les atomes d’hydrogene liés a des atomes de
carbone sont représentés de maniere implicite. Dans la représentation interne des graphes
moléculaires en revanche, tous les atomes d’hydrogene sont considérés implicitement. Cela
inclurait donc I’atome d’hydrogene lié a I'un des atomes d’oxygene de la molécule d’acide
acétylsalicylique.

Dans les graphes moléculaires, les liaisons impliquant des atomes lourds sont repré-
sentées explicitement et sont associées a un type discret (simple, double ou triple). Or, il
existe des structures moléculaires qui ne peuvent pas étre représentées aisément par cette
discrétisation. La molécule de nitrométhane en est un exemple. Elle est composée d’un
atome d’azote central de charge positive, qui peut partager 4 électrons de valence et non

3 en raison de sa charge. L'un de ces électrons de valence est lié a un atome de carbone,
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Yl Ne'cl O O-

FIGURE 1.7 — Représentations possibles de la molécule de nitrométhane sous forme de

graphe moléculaire. A gauche, représentation basée sur des liaisons de type % et des

charges de type 1 et % A droite, représentation alternative basée sur des charges entiéres
uniquement. La représentation de gauche est adaptée de Wikimedia (Zirguezi) @®.

et les trois autres sont partagés avec deux atomes d’oxygene. Dans la nomenclature chi-
mique, ce groupement d’atomes est nommé « groupe nitro ». La fagon la plus correcte de
représenter cette structure serait de considérer des liaisons de type % et des charges de
type % La Figure 1.7 présente en partie gauche une représentation sous forme de dessin
moléculaire de la molécule de nitrométhane en considérant ces liaisons et charges non en-
tieres. Les liaisons de type % sont représentées a ’aide d’une ligne pleine et de tirets. Pour
représenter cette structure sous forme de graphe moléculaire, il est nécessaire de considé-
rer un type de liaison spécifique non entier et la possibilité de considérer des charges non
entieres. Bien que cela soit possible, nous choisissons de ne pas adopter ce genre de liaisons
et charges dans nos travaux car cela complexifierait grandement le traitement automa-
tique des molécules. Pour qu’une structure moléculaire utilisant ces liaisons et charges
soit valide, elles doivent nécessairement étre présentes par paires afin que la somme des
électrons impliqués dans des liaisons covalentes soit un nombre entier. Nous considérons
que cette vérification serait trop complexe dans les travaux que nous menerons au sein de
ce mémoire, et en particulier pour la définition d’un voisinage moléculaire valide dans le
Chapitre 2. La Figure 1.7 présente en partie droite une facon alternative de représenter la
molécule de nitrométhane en ’absence de liaisons et de charges non entieres. Cette repré-
sentation est moins correcte en chimie théorique car les électrons ne sont pas distribués de
facon homogene dans la molécule, mais elle permet de considérer cette fonction chimique
au sein d’un graphe moléculaire classique. Cet exemple permet de mettre en évidence une
structure limite pour laquelle une représentation basée sur la géométrie (voir la suite de
cette section) serait plus pertinente que les graphes moléculaires, bien que cette structure
puisse étre représentée sous forme de graphe moléculaire.

Selon notre définition, les graphes moléculaires n’encodent pas d’informations rela-

tives au placement géométrique des atomes dans ’espace. Il serait possible de prendre en
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compte une partie de cette information, et notamment les informations de stéréochimie
qui encodent de fagon catégorielle la position relative des atomes dans des zones de la
molécule, lorsque cette information est disponible. Dans le cadre des travaux que l'on
présente dans ce mémoire, nous ne prenons pas en compte cette information car cela nous
permet de travailler sur un modele plus simple de I'espace moléculaire. Ainsi, il n’existe
pas plusieurs versions d'un méme graphe moléculaire selon notre définition G. De plus,
cela permet de ne pas traiter le probleme de la définition de 1’égalité entre des graphes

moléculaires possédant ou ne possédant pas d’informations de stéréochimie.

Représentations sous forme de texte

Une autre représentation tres populaire des molécules consiste a représenter un par-
cours du graphe moléculaire sous une forme textuelle. Cela permet de représenter les
molécules sous une forme assez compréhensible a l'ceil initié et permettant un archivage
efficace. La représentation texte la plus populaire est le SMILES [WEININGER 1988], dont
nous représentons un exemple en partie (B) de la Figure 1.6. Le SMILES représente les
atomes selon leur symbole, les branchements par des couples de parentheses et les cycles
par des étiquettes numériques qui décrivent la création de liaisons supplémentaires. La
succession de deux atomes implique qu’ils partagent une liaison. Il s’agit d’une liaison
simple par défaut. Si le symbole « = » est intercalé entre les deux atomes, il s’agit d'une
liaison double. Le symbole « # » est utilisé pour représenter les liaisons triples.

Un SMILES correspond a un parcours de graphe moléculaire, et il existe au moins
autant de parcours que d’atomes dans un graphe moléculaire. Il est possible que plu-
sieurs parcours différents forment le méme SMILES, mais dans le cas général il existe
plusieurs SMILES pour décrire une seule molécule. Des travaux ont cependant proposé
des algorithmes exploitant les caractéristiques des molécules pour proposer un parcours
déterministe [WEININGER et al. 1989]. Cela permet de définir une version dite canonique
des SMILES, qui permet de représenter de maniére unique toute molécule que I'on peut
représenter sous la forme d’un graphe moléculaire. Notons que cela permet de tester sim-
plement 1’égalité entre deux graphes moléculaires quelconques, par conversion en SMILES
canoniques.

Par définition des SMILES, il est possible et simple de convertir un graphe molécu-
laire en SMILES et réciproquement, puisque ces représentations sont en fait équivalentes.
Cela implique également que les limitations des graphes moléculaires s’appliquent égale-

ment aux SMILES. Comme pour les graphes moléculaires, nous choisissons au sein de ce
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mémoire de ne pas considérer les informations de stéréochimie pour les SMILES.

Les SMILES possedent une limite potentielle supplémentaire, qui correspond au fait
qu’il est difficile de définir une fonction de voisinage permettant de passer d’'un SMILES
valide a un autre SMILES valide. Nous distinguons deux niveaux de validité. D’abord, le
SMILES doit étre valide au sens syntaxique, c¢’est-a-dire qu’il doit pouvoir étre converti
en un graphe moléculaire lui-méme valide. De plus, il doit étre valide au sens sémantique,
c’est-a-dire qu’il doit correspondre a une molécule dont la valence des différents atomes
est correctement respectée. Des auteurs ont montré que 1'utilisation d’une grammaire non
contextuelle des SMILES permet de définir une procédure de construction et de voisinage
garantissant la validité syntaxique [Y OSHIKAWA et al. 2018], mais il n’est & notre connais-
sance pas établi de pouvoir garantir la validité sémantique. D’autres représentations sous
forme de texte ont été définies pour pallier cela. En particulier, les SELFIES permettent
de garantir a la fois la validité syntaxique et sémantique des molécules représentées, en
s’appuyant sur un décodeur qui ignore dynamiquement des portions de la représentation

correspondant & des caractéristiques invalides [KRENN et al. 2020].

Représentation géométrique

Les molécules sont des objets dans un espace géométrique. Il est trés souvent raison-
nable de considérer les noyaux comme immobiles en comparaison aux électrons, car ils
sont bien plus lourds. Par conséquent, il est sensé de représenter les molécules comme un
nuage de noyaux atomiques dans un repere cartésien orthonormé. Chaque atome est décrit
par son type et sa position. Dans cette représentation, tous les atomes sont représentés
explicitement, y compris les atomes d’hydrogene. En revanche, les liaisons sont seulement
sous-entendues par les distances entre les couples d’atomes. La partie (C) de la Figure 1.6

illustre cette représentation.

Mécanique moléculaire Les positions relatives des atomes au sein des molécules dé-
pendent des interactions entre les électrons. La représentation sous forme d’un nuage de
noyaux atomiques obéit donc a des regles chimiques complexes et ne peut donc pas étre
spécifiée arbitrairement. Il existe plusieurs approches pour obtenir une représentation géo-
métrique a partir d’une représentation sous forme de graphe moléculaire. Ces approches
sont plus ou moins précises et cotiteuses. La mécanique moléculaire est une approche tres
populaire qui permet d’obtenir une estimation de la géométrie a bas cofit. Cela peut étre

considéré comme un calcul heuristique de la géométrie, a partir d'un ensemble de regles
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(ou « champ de force ») obtenues par 'étude de distances typiques entre des couples
d’atomes. Ces regles sont intégrées au sein d'une procédure d’optimisation continue de
la géométrie. Au sein de ce mémoire, nous utilisons le champ de force MMFF94, tres
populaire dans le domaine de la chimie organique [HALGREN 1996]. Nous utilisons en
particulier les implémentations du programme OpenBabel [OLBOYLE et al. 2011] et de
la bibliotheque RDKit [Tosco et al. 2014].

Calcul géométrique en chimie quantique La mécanique moléculaire permet une
estimation rapide de la géométrie moléculaire, mais cette estimation est insuffisante pour
certaines applications. En particulier, dans le domaine de la chimie des matériaux molécu-
laires, les propriétés d’intérét sont dépendantes de la densité électronique qui est elle-méme
tres dépendante de la position relative des noyaux atomiques. La densité électronique cor-
respond a une fonction décrivant la probabilité de présence des électrons au sein de la
molécule, dans un espace en trois dimensions. Dans ce contexte, il est nécessaire d’effec-
tuer des calculs en chimie quantique qui permettent d’obtenir la géométrie moléculaire,
les fonctions mathématiques décrivant chaque électron ainsi que les propriétés d’intérét.
Il existe plusieurs méthodes pour effectuer ces calculs, qui sont nécessairement des ap-
proximations de la réalité car la résolution exacte des équations en chimie quantique est

insoluble pour des systémes a plusieurs électrons.

DFT Une méthode de chimie quantique tres populaire car elle permet d’obtenir un
compromis intéressant entre précision des résultats et cotlit de calcul est la DFT, abrévia-
tion de « density functional theory ». Le calcul de la géométrie en DFT est une double
procédure d’optimisation continue, qui vise a minimiser 1’énergie totale de la molécule
afin de déterminer une position optimale des noyaux, tout en minimisant 1’énergie de
répulsion entre les électrons afin de déterminer une fonction de densité électronique op-
timale. Précisons que ce compromis implique néanmoins des cotits de calculs importants
voire tres importants. Il est difficile de déterminer avec exactitude la complexité de ces
calculs, car les implémentations sont opaques et la question semble peu étudiée. Nous
savons toutefois que le coiit est dépendant du nombre d’électrons dans la molécule, qui
peut augmenter rapidement avec le nombre d’atomes. Dans le cadre de ce mémoire, nous
utilisons le programme Gaussian pour effectuer les calculs DFT [FRISCH et al. 2009]. No-
tons que la DFT peut également étre utilisée pour effectuer des calculs supplémentaires,

comme le calcul des fréquences ou des états excités. Dans le cadre de ce mémoire, nous

36



1.1. Chimie et représentation des molécules

utilisons uniquement la procédure d’optimisation. Celle-ci permet d’obtenir les énergies
des électrons et la position des noyaux correspondant a un état d’équilibre.

En termes de paramétrage, nous utilisons de fagon systématique la fonctionnelle B3LYP
avec la base de calcul 3-21G*. Précisons qu'il s’agit d’'un paramétrage assez économe en
colit de calcul. La procédure DFT nécessite une géométrie initiale qui est utilisée comme
point de départ de la procédure d’optimisation. Nous utilisons pour cela une procédure

d’optimisation en mécanique moléculaire.

Procédure de calcul de la géométrie moléculaire La mécanique moléculaire ainsi
que la DFT sont des procédures d’optimisation continue qui ne garantissent pas un succes
d’exécution. Chaque calcul est donc susceptible d’échouer. Il est possible que la procé-
dure d’optimisation ne converge pas vers un état stable. Il est également possible que la
procédure converge vers un état stable mais qui ne correspond pas au graphe moléculaire
donné en entrée. Cela correspond a une réorganisation des électrons qui peut causer des
changements de liaisons au sein de la molécule, voire méme mener a la division de la
molécule en plusieurs molécules distinctes. Finalement, il peut arriver pour la DFT que
I’exécution soit stoppée subitement en raison de 'exécution d’une instruction interdite
par le systeme d’exploitation.

Pour ces raisons, nous définissons une procédure de vérification du succes des optimisa-
tions géométriques. Pour la mécanique moléculaire, nous nous assurons de la convergence
du processus, et nous comparons la molécule en sortie a la molécule en entrée. Les deux
doivent posséder le méme graphe moléculaire. Nous vérifions ainsi que la procédure d’opti-
misation n’a pas divergé de la molécule initiale pour converger vers une autre molécule. Le
programme OpenBabel nous permet de convertir une représentation sous forme de nuage
d’atomes en représentation sous forme de graphe moléculaire [OLBOYLE et al. 2011]. 11
s’agit d’une procédure assez sensible, car elle consiste a transformer les liaisons de 'espace
géométrique continu en catégories discretes (absence de liaison covalente, liaison simple,
liaison double, etc.). Cette discrétisation est encodée selon des régles qui sont nécessai-
rement arbitraires, puisqu’en chimie théorique il existe un continuum entre les différents
types de liaisons.

La procédure d’optimisation DFT nécessite d’abord un calcul en mécanique molécu-
laire, qui permet d’obtenir une géométrie initiale qui sert de point de départ a l'opti-
misation DFT. La procédure d’optimisation de molécules en DFT commence donc par

I’application de la procédure de calcul en mécanique moléculaire et de vérification du ré-
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sultat décrite dans le paragraphe précédent. Nous appliquons ensuite les calculs en DF'T,
puis nous vérifions ensuite qu’ils ont convergé avec succes. Finalement, nous vérifions éga-
lement que les graphes moléculaires de la molécule obtenue en sortie et de la molécule

donnée en entrée sont identiques.

Cotiit de calcul Nous menons une breve étude des colits de calcul de la mécanique
moléculaire et de la DF'T. Pour cela, nous extrayons aléatoirement des molécules de deux
jeux de données de référence, QM9 et ChEMBL. Ces jeux sont décrits dans la section 1.1.4
de ce chapitre. Nous mesurons les temps de calcul de la mécanique moléculaire selon
I'implémentation de OpenBabel ainsi que de RDKit, et les temps de calculs correspondants
en DFT. Nous appliquons un filtrage et une transformation de ces deux jeux de données
afin qu’ils correspondent a I’espace moléculaire que nous serons amenés a manipuler dans
la suite de ce mémoire. Ainsi, nous ne considérons pas dans cette expérience les molécules
contenant des charges formelles ainsi que les radicaux. De plus, nous supprimons les
informations de stéréochimie des molécules, sans pour autant supprimer les molécules
qui les contiennent. Pour rappel, la stéréochimie correspond a un encodage catégoriel des
informations de placement géométrique relatif des atomes des molécules.

Afin que les expériences soient comparables, nous retirons de ChEMBL les molécules
qui contiennent des types d’atomes lourds qui ne font pas partie de QM9, c¢’est-a-dire qui
ne sont pas compris parmi ’ensemble {C, N, O, F}. Nous étudions les temps de calcul
en fonction de la taille maximale des molécules. Nous définissons pour cela un filtre qui
ignore les molécules contenant plus de 9 ou 30 atomes lourds avant le tirage aléatoire. Nous
effectuons 1000 mesures pour la mécanique moléculaire, 100 mesures pour la DFT lorsque
les molécules contiennent jusqu’a 9 atomes lourds et 10 mesures lorsqu’elles en contiennent
jusqu’a 30. Les mesures sont effectuées sur le méme ensemble de 1000 molécules pour
chaque jeu de données filtré selon une taille maximale. Lorsque le nombre de mesures est
réduit, les 100 premieres ou les 10 premieres molécules de I'’ensemble de taille 1000 sont
sélectionnées.

En Table 1.3, nous reportons les résultats numériques de cette étude. On y observe
d’abord que la DFT est effectivement tres cotiteuse par rapport a la mécanique molé-
culaire. On estime cette différence de 3 a 4 ordres de grandeur. Les temps de calculs
moyens en DFT sont de I'ordre de la minute lorsque les molécules contiennent jusqu’a 9
atomes lourds, et de 'ordre de I’heure lorsqu’elles en contiennent jusqu’a 30. Les calculs

en mécanique moléculaire sont tous de 'ordre du dixieme de seconde. Les calculs effectués
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Jeu de données Mécanique moléculaire DFT
(taille mol.) RDKit OpenBabel
QM9 (<9) 0.06 (820/1000) 0.18 (804/1000) | 238.18 (77/100)

(
ChEMBL (< 9) | 0.06 (906/1000) 0.15 (814/1000) | 159.60 (86/100)
ChEMBL (< 30) | 0.15 (887/1000) 0.30 (458/1000) | 3740.65 (05/10)

TABLE 1.3 — Temps moyen en secondes pour calculer la géométrie moléculaire et nombre
de succes sur le nombre de calculs, en fonction de la méthode de calcul et des données
moléculaires. Un filtrage est appliqué sur la taille des molécules (jusqu’a 9 ou jusqu’a 30
atomes lourds). Les temps reportés prennent seulement en compte les calculs effectués
avec succes.
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FIGURE 1.8 — Temps de calcul en fonction de la taille des molécules en nombre d’élec-
trons pour différentes méthodes de calcul de la géométrie moléculaire. Seuls les points
correspondant & des optimisations qui se sont déroulées avec succes sont reportés.
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par RDKit sont systématiquement plus rapides que les calculs effectués par OpenBabel.
Concernant le taux de succes, il semble plus élevé sur les données de QM9 que de ChEMBL
et il semble évoluer négativement lorsque la taille des molécules augmente, en particulier
pour I'implémentation d’OpenBabel.

En Figure 1.8, nous représentons le temps de calcul en fonction de la taille des molé-
cules. La taille des molécules est ici représentée en nombre d’électrons puisque 1’on s’attend
a ce que le cotit de calcul y soit proportionnel. On observe comme attendu que le temps
de calcul de la mécanique moléculaire reste raisonnable (inférieur a la seconde) lorsque
la taille des molécules augmente jusqu’a contenir environ 200 électrons, et ce pour les
deux méthodes de calcul (RDKit et OpenBabel). Les calculs en DFT au contraire néces-
sitent un cotit de calcul supérieur a la dizaine de secondes méme pour les molécules de
petite taille. Ce cofit peut atteindre 10* secondes soit plusieurs heures pour 1’évaluation
d’une molécule contenant environ 200 électrons. Rappelons que nous utilisons pourtant
un paramétrage des calculs en DFT relativement économe. Ces résultats permettent de
mettre en évidence graphiquement le cofit trés important de la DF'T, dans I'absolu et en

comparaison a la mécanique moléculaire.

1.1.3 Descripteurs moléculaires

Pour certaines taches, les représentations moléculaires que nous avons présentées dans
la section précédente manquent de pertinence. C’est le cas en particulier pour la descrip-
tion des molécules en entrée des modeles d’apprentissage artificiel. La raison principale
est que les représentations moléculaires telles que le graphe moléculaire ou le nuage de
noyaux ne sont pas invariantes a l’'ordre des atomes. Le nuage de noyaux n’est pas non plus
invariant a la translation ni a la rotation géométrique. Des descripteurs moléculaires ont
été proposés afin d’introduire ces invariances, et également éventuellement de mettre en
évidence des caractéristiques moléculaires pertinentes pour les problemes d’apprentissage.

Nous faisons une distinction explicite entre les représentations et les descripteurs mo-
léculaires. Cette distinction est illustrée en Figure 1.9. Les molécules correspondent a des
objets du monde réel qui ne peuvent pas étre traités informatiquement sans I'intermédiaire
d’une représentation moléculaire. Nous avons présenté un ensemble de représentations et
montré que chaque représentation définit en réalité un sous-ensemble de 1'espace molécu-
laire défini par les caractéristiques qui peuvent étre représentées. Un descripteur est une
fonction fye,. transformant la représentation d’une molécule en un point de R¢,d € Z;.

Cette fonction est généralement définie pour posséder des invariances et pour mettre en
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FIGURE 1.9 — Représentation schématique d’un espace M de représentation de ’espace
moléculaire sous forme de graphes moléculaires, et d'un espace de descripteurs inclus
dans R?, d € Z}. Le descripteur moléculaire est défini par une fonction fg... qui permet
de convertir toute molécule de M. Cette fonction n’admet pas de réciproque.

évidence des caractéristiques moléculaires pertinentes dans un contexte spécifique. Ce-
pendant, cette fonction n’admet pas de réciproque et est susceptible de proposer une
description unique pour plusieurs molécules différentes.

Les descripteurs moléculaires sont principalement utilisés en entrée des modeles d’ap-
prentissage artificiel, que nous présentons en section 1.2 de ce mémoire. Une autre appli-
cation potentielle des descripteurs moléculaires est la définition d’une mesure de distance
moléculaire. Comme pour les représentations moléculaires, il existe des descripteurs basés
sur le graphe ou sur la géométrie moléculaire. Nous présentons d’abord deux descripteurs
basés sur le graphe puis un descripteur basé sur la géométrie. Finalement, nous présentons

une mesure de la distance moléculaire qui est basée sur un descripteur moléculaire.

Descripteurs basés sur le graphe moléculaire

Shingles Une facon directe de définir un descripteur moléculaire consiste a extraire
des caractéristiques génériques des graphes moléculaires, notamment sous la forme de
sous-graphes locaux. Cette facon de considérer les molécules comme un assemblage de
« briques » locales est assez intuitive pour les chimistes, car elle s’apparente a la défini-

tion des groupes (ou fonctions) chimiques. Ces derniers correspondent & des structures
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locales qui sont connues pour leurs propriétés (par exemple les groupes alcool constitués
d’un atome d’oxygene lié par des liaisons simples a un atome de carbone et un atome
d’hydrogene). Parmi cette famille de descripteurs, nous pouvons mentionner les shingles
[PROBST et REYMOND 2018]. Ils sont associés & un parametre r définissant leur rayon
maximal. Un shingle correspond a un sous-graphe moléculaire de rayon strictement positif
inférieur ou égal a r centré sur un atome d’une molécule. Le rayon est exprimé en nombre
de liaisons covalentes. Un shingle de rayon 1 centré sur un atome contient I’atome central
ainsi que ’ensemble des liaisons et des atomes liés directement a ’atome central. Si I'on
considére un rayon 2, deux shingles peuvent étre définis a partir de I'atome central, a
savoir le sous-graphe de rayon 1 et le sous-graphe contenant ’ensemble des atomes et des
liaisons a distance de 2 liaisons et moins de ’atome central. Précisons que les shingles
utilisent un type spécifique supplémentaire pour décrire les liaisons contenues dans des
cycles aromatiques. En partie centrale de la Figure 1.10, nous proposons une représenta-
tion des shingles obtenus avec r = 1 pour un graphe moléculaire relativement simple. Les
shingles correspondent a des sous-graphes moléculaires qui ne sont pas nécessairement va-
lides selon les regles de valence. Ils sont extraits en supprimant des atomes et des liaisons
du graphe moléculaire complet. Les liaisons explicites supprimées ne sont pas rempla-
cées par des liaisons implicites avec des atomes d’hydrogene puisque cela reviendrait a
représenter des structures moléculaires différentes. A titre d’exemple, on observe sur la
Figure 1.10 que les atomes d’azote du 2™* et du 5" shingle représentés possédent une
liaison simple avec un atome de carbone et une unique liaison avec un atome d’hydrogene
alors que la valence des atomes d’azote est 3. Ce phénomene existe également pour les
autres shingles représentés mais n’est pas visible car il concerne des atomes de carbone
pour lesquels les liaisons avec des atomes d’hydrogene ne sont pas représentées dans les

dessins moléculaires.

Afin de définir un descripteur moléculaire sous forme de vecteur, il est possible de
définir un vecteur binaire représentant la présence ou I’absence d’un ensemble de shingles.
Une alternative est de définir un vecteur entier représentant le nombre d’occurrences d’un
ensemble de shingles. Dans les deux cas, la dimension du descripteur est dépendante du
nombre de caractéristiques considérées. Sauf par énumération des shingles, il n’en existe
pas un ordre prédéfini. Par conséquent, nous choisissons de construire le descripteur dyna-
miquement selon les graphes moléculaires préalablement rencontrés et décrits. A chaque
fois qu’une nouvelle caractéristique est rencontrée, elle est représentée au premier indice

non utilisé dans le descripteur. La dimension du descripteur est choisie au préalable et
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FIGURE 1.10 — Partie supérieure : molécule de N-methylacetamide. Partie centrale :
représentation des caractéristiques correspondantes des shingles de parametre de rayon
1. Partie inférieure : caractéristiques correspondantes ECFP de parameétre de rayon 1
(ECFP2). Les atomes centraux des descripteurs sont mis en évidence par une pastille
bleue.

doit étre suffisamment grande pour encoder toutes les molécules qui devront étre décrites.

Caractéristiques ECFP 1l existe un autre descripteur également basé sur le graphe
moléculaire, qui peut étre considéré comme une extension plus spécifique des shingles. 11
s’agit des caractéristiques ECFP, qui sont tres similaires aux shingles, mais qui encodent
également les types des liaisons des atomes aux extrémités du sous-graphe moléculaire
[ROGERS et HAHN 2010]. ECFP correspond a l'acronyme de « Extended Connectivity
FingerPrint », que l'on pourrait traduire par « empreinte moléculaire de connectivité
étendue ». On peut considérer que ces caractéristiques encodent en réalité I'information
contenue dans un rayon de r + % par rapport a 'atome central. Comme les shingles, les
caractéristiques ECFP sont construites pour tous les rayons strictement positifs inférieurs
au parametre de rayon maximal, et elles définissent un type spécifique pour les liaisons
comprises dans des cycles aromatiques. Contrairement aux shingles en revanche, elles sont
également construites pour le descripteur de rayon nul, qui prend en considération I’atome

central et les types des liaisons qu’il forme. On accole généralement I'acronyme ECFP avec
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le diametre maximal des caractéristiques considérées. Ainsi, les caractéristiques ECFP de
rayon 2 sont généralement nommées caractéristiques ECFP4. En partie inférieure de la
Figure 1.10, nous représentons ’ensemble des caractéristiques ECFP2 (de rayon maximal
1) pour une molécule relativement simple. Le symbole « * » représente un type d’atome
quelconque. Les liaisons représentées en gris clair correspondent a des liaisons entre une
extrémité du fragment représenté et un type d’atome quelconque. Pour un rayon donné,
les caractéristiques ECFP sont plus spécifiques que les shingles, puisqu’elles encodent
les types de liaisons formées aux extrémités du sous-graphe. A titre d’exemple, nous
pouvons comparer le 3™ shingle avec la 5™® caractéristique ECFP de la Figure 1.10.
Cette derniere est plus spécifique car elle encode que I'atome de carbone forme deux
liaisons simples avec des atomes quelconques. En revanche, la 4™* caractéristiques ECFP
de rayon plus faible (nul) est plus générique car elle encode tout atome d’oxygene formant

une liaison double avec un atome quelconque.

Définition d’une mesure de similarité moléculaire Dans plusieurs travaux, les
caractéristiques ECFP sont utilisées comme base a la définition d’une mesure de similarité
entre deux molécules [BROWN et al. 2019; OLIVECRONA et al. 2017]. Cette mesure est
formée & partir de l'indice de Jaccard [JACCARD 1901], également appelé similarité de
Tanimoto dans la littérature, et est définie de la fagon suivante.

. |.T1 ﬂ$2|

J(xq, x2) (1.1)

o Uy

x1 et x9 correspondent ici a I'ensemble de caractéristiques ECFP de deux molécules
dont on souhaite évaluer la similarité. La valeur de J(z1, x2) est un nombre réel nécessai-
rement compris entre 0 et 1. Il est possible de définir également une mesure de distance a
partir de J, qui vaut 1 — J(x, 23). On parle souvent dans ce cas de distance de Tanimoto.
Dans nos travaux, nous utiliserons également cette mesure de similarité ou de distance
moléculaire car il s’agit de la mesure de référence dans la littérature. Notons cependant
que le choix des caractéristiques ECFP est arbitraire et que d’autres descripteurs tels que

le vecteur binaire de shingles auraient pu étre utilisés.

Descripteurs basés sur la géométrie moléculaire

Il existe également des descripteurs moléculaires qui encodent l'information géomé-

trique des molécules, sous une forme invariante a ’ordre des atomes et a la translation et

44



1.1. Chimie et représentation des molécules

rotation géométriques. Parmi ces descripteurs, nous pouvons en particulier citer la ma-
trice de Coulomb, SOAP (acronyme de « smooth overlap of atomic positions ») et MBTR
(acronyme de « many-body tensor representation »).

La matrice de Coulomb encode notamment 1’énergie de répulsion entre les paires
d’atomes, qui dépend des numéros atomiques et de la distance euclidienne [RUPP et al.
2012]. SOAP permet d’encoder des environnements locaux centrés sur chaque atome de la
molécule. La densité électronique des atomes est modélisée par des fonctions gaussiennes
sur lesquelles des transformations sont appliquées afin d’obtenir un descripteur invariant
a la rotation [BARTOK et al. 2013].

MBTR Dans le cadre de ce mémoire, nous allons utiliser en particulier le descripteur
MBTR, que l'on décrit ici plus en détail. MBTR est un descripteur qui encode les ca-
ractéristiques géométriques sous une forme invariante a 'ordre des atomes, ainsi qu’a la
translation et rotation géométriques. Ce descripteur a été proposé par [Huo et Rupp
2018], qui montrent qu’il permet d’obtenir de meilleurs résultats que la matrice de Cou-
lomb et SOAP dans le cadre de la prédiction de propriétés électroniques. MBTR est
obtenu & partir d’'un ensemble de fonctions g, qui calculent une valeur réelle a partir
de k atomes de la molécule. Nous suivons la formalisation et I'implémentation proposées
par [HIMANEN et al. 2020]. Soit a,b et ¢ trois atomes d’une molécule z. g;(a) correspond
au numéro atomique de a, gs(a, b) correspond a l'inverse de la distance euclidienne entre
a et b et g(a,b,c) correspond au cosinus de l'angle formé par les atomes a, b et c. Ces
trois fonctions sont utilisées pour définir des distributions gaussiennes Dj(a), Dy(a,b) et
Ds(a, b, c), centrées respectivement sur gi(a), g2(a,b) et gs3(a,b, ¢). Le descripteur MBTR

est ensuite construit a partir de distributions que 1’on définit de la fagon suivante.

|Z1]

MBTR? () = Y Ds(a)

|Z1] | Z2|
MBTRZ " (z) = Y S~ w3’ Dy(a, b) (1.2)
a b
|Z1]122| | 23]

MBTRF % (2) = >~ 3" > w§"Ds(a, b, c)
a b c

MBT Rlz1 correspond a la somme des distributions D; obtenues pour tous les atomes

de numéro atomique Z; dans la molécule x. De facon semblable, on peut construire la
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Molécules Taille molécules
Total {C, N, O, F} Charges Radicaux | Min. Med. Max.
QM9 133 885 133 885 1 845 0 1 9 9
ChEMBL | 1 817 795 922 494 128 658 432 1 27 139

TABLE 1.4 — Description et statistiques des jeux de données QM9 et ChEMBL. La pre-
miere partie du tableau correspond au comptage des molécules possédant différentes ca-
ractéristiques. Les colonnes représentent respectivement le nombre total de molécules, le
nombre de molécules contenant uniquement des atomes lourds parmi {C, N, O, F}, le
nombre de molécules contenant une ou plusieurs charges formelles, et le nombre de radi-
caux. La seconde partie du tableau représente la valeur minimale, médiane et maximale
des tailles de molécules en nombre d’atomes lourds.

distribution MBTRZZ 1,22 (x) pour les couples de numéros atomiques Z; et Z ainsi que la
distribution MBTR?’Z*Z?’ (x) pour les triplets de numéros atomiques Zy, Z et Z3. Lorsque

b,c .
qul est

k est égal a 2 ou 3, la distribution D, est pondérée par un poids w?b ou wy’
inversement proportionnel a la somme des distances entre les atomes considérés. Ce poids
est défini dans 'objectif de donner plus d’importance aux caractéristiques décrivant des
atomes proches. Chaque distribution pour chaque type d’atome, chaque couple de types
d’atomes et chaque triplet de types d’atomes est échantillonnée a des intervalles réguliers.
Le descripteur MBTR correspond a la concaténation de tous ces échantillonnages au
sein d’un vecteur qui est normalisé de sorte que la norme euclidienne correspondant aux

distributions de chaque terme k est unitaire.

1.1.4 Jeux de données en chimie moléculaire

Pour I'étude de modeles d’apprentissage artificiel supervisé de propriétés moléculaires
ainsi que pour d’autres applications en chimie-informatique, il est nécessaire d’utiliser
des jeux de données moléculaires. Nous présentons dans cette section les deux jeux de
données que nous sommes amenés a manipuler en particulier au sein de ce mémoire. Nous

mentionnons également plusieurs jeux de données de référence dans la littérature.

QM9 QM9 est un jeu de données regroupant le résultat de calculs en DFT d’un ensemble
d’environ 134 000 molécules de petites tailles [RAMAKRISHNAN et al. 2014]. Les molécules
de QM9 sont issues d'un jeu de données synthétique de tres grande taille nommé GDB-
17, obtenu par énumération partielle de 'espace moléculaire [RUDDIGKEIT et al. 2012].
Cette énumération est soumise a un ensemble de contraintes assez conservatrices dont

I'objectif est d’éviter la génération de structures instables. GDB-17 contient environ 166
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milliards de molécules composées de 17 atomes lourds ou moins parmi {C, N, O, F, S
Cl, Br, I}. Les molécules de QM9 correspondent a un sous-ensemble de GDB-17, qui
est composé de molécules contenant jusqu’a 9 atomes lourds parmi {C, N, O, F}. En
Table 1.4, nous reportons un ensemble de caractéristiques du jeu de données QM9. Cela
permet de mettre en évidence que QM9 contient relativement peu de molécules contenant
des charges formelles, et aucun radical. On y observe également que la majorité des mo-
lécules contiennent 9 atomes lourds. Cette observation peut également étre effectuée en

Figure 1.11, qui représente la distribution des tailles de molécules.

ChEMBL ChEMBL est un jeu de données orienté pour la chimie pharmaceutique
[GAULTON et al. 2017]. Dans le cadre de ce mémoire, nous considérons la version 25 de ce
jeu de données. Contrairement a QM9, ChEMBL ne contient pas de résultats de calculs
en DFT. Les molécules de ChEMBL possedent une activité biologique ou sont suspectées
d’en posséder une. Elles sont issues de plusieurs sources, dont principalement la littérature
scientifique en chimie du médicament et diverses bases de données de médicaments ou de
molécules possédant des activités biologiques. Contrairement a QM9, ChEMBL est com-
posée de molécules dont I'existence est connue. ChEMBL contient pres de deux millions
de molécules, qui sont pour la plupart de plus grande taille que les molécules de QM9.
Les types d’atomes lourds les plus représentés sont C, N, O, F, P, S, Cl et Br. D’autres
types d’atomes sont également présents mais de fagon marginale (dans plusieurs dizaines
ou plusieurs centaines de molécules). En Table 1.4, nous pouvons observer que pres d'un
million de molécules sont composées d’atomes lourds compris exclusivement parmi {C,
N, O, F}. Cela montre I'importance de ces atomes au sein de la chimie du médicament et
au sein de la chimie organique en général. ChEMBL contient environ 100 000 molécules
contenant des charges formelles, et 432 radicaux. L’étude des tailles des molécules (partie
droite de la Table 1.4 et Figure 1.11) montre que ChEMBL contient des molécules de tres

grandes tailles, et que la distribution est assez large et centrée pres de 30 atomes lourds.

Autres jeux de données Il existe également d’autres jeux de données de référence en
chimie, que nous ne serons pas amenés a manipuler directement au sein de ce mémoire.
Nous pouvons notamment mentionner la base de données PubChem, qui contient plus de
100 millions de molécules issues notamment de bases de données de molécules disponibles
a l'achat et de publications scientifiques [KiM et al. 2021]. Dans des travaux antérieurs,

notre équipe de recherche a proposé un jeu de données nommé PC9 qui correspond a
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FIGURE 1.11 — Distribution des tailles de molécules en nombre d’atomes lourds au sein
de QM9 et ChEMBL. La distribution est tronquée a partir de 80 atomes lourds, bien qu’il
existe des molécules de plus grandes tailles au sein de ChEMBL.
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I’ensemble des 99 234 molécules de PubChem contenant jusqu’a 9 atomes lourds parmi
{C, N, O, F} [GLAVATSKIKH et al. 2019]. PC9 et QM9 forment deux sous-ensembles de
I'espace des molécules respectant cette contrainte de nombre et de type d’atomes lourds.
Nous pouvons finalement mentionner la base de données ZINC, qui contient plus d’'un
milliard de molécules disponibles dans différents catalogues commerciaux [IRWIN et al.
2020].

1.2 Apprentissage artificiel pour la chimie molécu-

laire

L’apprentissage artificiel et notamment I’apprentissage artificiel supervisé est le champ
d’étude des méthodes permettant d’« apprendre » a estimer les valeurs d’'une fonction
quelconque a partir d’observations de ses valeurs. En chimie et notamment en chimie des
matériaux moléculaires, ’estimation théorique des propriétés d’intérét peut dépendre de
calculs tres cotiteux. Ce colit est une motivation importante a la recherche de modeles
d’apprentissage artificiel efficaces pour la prédiction des valeurs de propriétés de molécules
quelconques.

Le domaine de I'apprentissage artificiel est un domaine tres large étudié depuis de nom-
breuses années, au sein duquel des algorithmes trés variés ont été proposés [CORNUEJOLS
et al. 2018]. Dans cette section, nous présentons d’abord les concepts élémentaires de ce
domaine. Ensuite, nous présentons un ensemble d’algorithmes d’apprentissage artificiel
que nous serons amenés a utiliser directement au sein de nos travaux, ou qui sont utilisés
dans des travaux de référence de notre domaine de recherche. Finalement, nous évoquons
un ensemble de modeles d’apprentissage artificiel définis pour la prédiction de propriétés

moléculaires.

1.2.1 Concepts élémentaires

Le domaine de 'apprentissage artificiel se scinde principalement entre le champ de
I’apprentissage supervisé, le champ de I'apprentissage non supervisé et le champ de I'ap-
prentissage par renforcement. L’apprentissage supervisé consiste a apprendre un modele
d’une fonction f quelconque, a partir de données étiquetées selon les valeurs de f. Dans
le cas général, il n’existe pas d’expression analytique de f ou cette expression n’est pas

connue. Cela justifie la recherche d’un modele de prédiction des valeurs de f. L’appren-
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tissage non supervisé consiste a apprendre des relations au sein d’'un ensemble de données
non étiquetées. L’apprentissage par renforcement consiste a apprendre un comportement
permettant de résoudre un probleme donné. Dans le cadre des travaux que nous mene-
rons au sein de ce mémoire, nous serons uniquement amenés a manipuler des modeles

d’apprentissage supervisé.

Régression et classification FEn fonction des caractéristiques de la fonction dont on
souhaite apprendre a prédire les valeurs, différents types d’approches peuvent étre utili-
sées. En premier lieu, on distingue généralement les taches de régression qui consistent
a prédire des valeurs d’une fonction f dont les valeurs sont numériques et ordonnées, et
les taches de classification qui consistent a prédire les valeurs d’une fonction f dont ’en-
semble de valeurs est discret et fini. Les algorithmes (ou méthodes, ou encore modeles)
d’apprentissage artificiel sont généralement définis initialement pour la régression ou pour

la classification, bien qu’ils peuvent souvent étre adaptés a l'autre type de tache.

Apprentissage supervisé Nous définissons de fagon générique un algorithme d’ap-
prentissage supervisé comme une fonction g : £ — F'. F' correspond a l'espace des valeurs
prédites, qui est un espace réel ou catégoriel, généralement de dimension 1. Le domaine
de définition E est un ensemble de variables (également nommées caractéristiques) qui
peuvent étre réelles ou catégorielles, et qui permettent de qualifier les points de ’espace de
définition de la fonction f dont les valeurs sont estimées. Précisons que le domaine de défi-
nition de g et f n’est pas nécessairement le méme. Pour illustrer cela, nous considérons le
cas de la prédiction de propriétés moléculaires. Nous nous attendons a ce que le domaine
de définition F de f soit 'espace moléculaire, puisque [ représente une propriété des
molécules. En pratique cependant, f est une expression formelle ou une simulation infor-
matique qui évalue une représentation des molécules, et son domaine de définition est donc
une représentation moléculaire. Dans certains cas, le domaine £ de g peut correspondre
a une représentation moléculaire si le modele g est adapté a cette représentation, mais
dans le cas général il s’agit d'un descripteur moléculaire. Les concepts de représentation

et descripteur moléculaires sont définis dans les sections 1.1.2 et 1.1.3 de ce chapitre.

Phases d’entrainement et de prédiction De facon générale, I'utilisation de modeles
d’apprentissage supervisé est constituée de deux phases génériques distinctes. La premiere

est la phase d’entrainement, pendant laquelle un modele g est construit a partir d'un
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ensemble de données étiquetées par f. Une fois le modele construit, il peut étre utilisé
pour prédire les valeurs de nouvelles données qui a priori ne sont pas étiquetées. Il s’agit de
la phase de prédiction. Pour la plupart des modeles d’apprentissage artificiel, les données
d’entralnement sont considérées uniquement pendant la phase d’entrainement et ne sont

donc plus nécessaires pour la phase de prédiction.

Parametres et hyper-parametres Nous faisons la différence entre les parametres du
modele d’apprentissage artificiel, qui correspondent a la modélisation de la fonction f par
le modele, et les hyper-parametres qui sont définis a priori et qui reglent la fagcon dont les
paramétres sont calculés pendant la phase d’entrainement. A titre d’exemple, un modeéle
de régression linéaire simple g(z) = wo + wixy + ... + wyz, dépend uniquement d’un
vecteur de parametres 6 = (wy, ..., w,). Des modeles plus complexes comme les réseaux de
neurones que nous présentons dans la suite de cette section dépendent également d’hyper-

parametres, comme par exemple le choix des fonctions d’activation.

1.2.2 Modéles

Dans cette section, nous décrivons le fonctionnement de plusieurs types de modeles
d’apprentissage artificiel supervisé que nous serons amenés a utiliser directement ou indi-
rectement au sein de nos travaux. Nous présentons les modeles de régression par processus
gaussien ainsi qu’un ensemble d’architectures de modeles d’apprentissage profond qui sont

définies notamment pour la génération de données.

Régression par processus gaussien

Définition Les modeles de régression par processus gaussien sont des modeles probabi-
listes permettant la régression [RASMUSSEN et WILLIAMS 2006]. Ces modeéles sont souvent
nommés par 'acronyme GPR, qui correspond a ’abréviation de « Gaussian process regres-
ston ». Ils sont basés sur la notion de processus gaussien, qui correspond a une collection
possiblement infinie de variables de probabilité gaussiennes. Dans le cadre des modeles
GPR, ces variables permettent de modéliser la valeur de f pour chaque point de I'espace
de description. Un processus gaussien est défini par une fonction de covariance (ou fonc-
tion noyau) k(x,z’) et une fonction moyenne m(x). La régression par processus gaussien
consiste a conditionner un processus gaussien selon le vecteur de données observées X

avec comme valeurs de fonction cible y = f(X), pour obtenir un processus gaussien pos-
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térieur qui peut estimer la distribution multivariée f, d’un ensemble de nouveaux points

X,. Cette distribution peut étre exprimée de la fagon suivante.

Les parametres de la distribution fi. (f, et X;.) peuvent étre calculés selon 1’équa-
tion (1.4). Pour tous les ensembles Y et Y’ contenant respectivement n et n’ éléments de
R?, 1a notation K (Y,Y”) représente la matrice de taille n x n’ obtenue par le calcul de la
fonction k sur toutes les paires d’éléments de Y et Y. f, correspond a la moyenne de la
distribution prédite pour chaque variable aléatoire et donc a la valeur prédite pour chaque
élément de X,. La variance des distributions prédites peut étre extraite de la diagonale
de Xy, . S’il existe un bruit gaussien non nul dans les données, ce bruit peut étre considéré
sous la forme d'un hyper-parametre o2 qui modélise sa variance. Ce parameétre est inséré
dans le terme K,, = K(X, X) + ¢2I. I correspond ici & la matrice identité. Notons que
ces calculs dépendent de I'inversion de la matrice K, ainsi que de produits matriciels. Or,
la complexité algorithmique de ces opérations est cubique. Par conséquent, 'utilisation
d’un modele GPR peut étre relativement cotiteuse et n’est pas compatible avec des jeux

de données de grandes tailles.

fo= KX, X)K My

(1.4)
S = K(X,, X,) — K(X,, X\)K.'K(X, X,)

*

Il est intéressant de remarquer que ces équations ne décrivent pas un modele de la
fonction cible f permettant de se détacher des données d’entrainement. En réalité, il
n’existe pas a proprement parler de phase d’entrainement, puisque la phase de prédiction
dépend explicitement des données d’apprentissage (X, f(z)). On parle dans ce cas de
prédiction par interpolation entre les points connus, en opposition a la prédiction par
extrapolation lorsqu’un modele explicite de f est construit. En pratique, il est toutefois
possible d’effectuer un pré-calcul de la matrice K (X, X), ce qui peut étre apparenté a une

phase d’entrainement.

Fonction noyau et optimisation des hyper-parametres La définition des modeles
de régression par processus gaussien s’appuie sur une fonction noyau k. Nous présentons

en équation (1.5) deux fonctions susceptibles d’étre utilisées en tant que fonction noyau.
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La fonction kporpropucr €st basée sur 'opérateur - correspondant au produit scalaire des
vecteurs z et x’. Cette fonction dépend de deux hyper-parameétres o2 et of. La fonction

krpr(z, ') est basée sur la fonction exponentielle et sur la distance euclidienne calculée

2
s

par la fonction d. Elle dépend de deux hyper-parametres o7 et [. RBF correspond a
I’abréviation de « radial basis function », qui signifie « fonction a base radiale ». Il s’agit
d’une fonction ¢ ayant pour propriété que p(z) ne dépend que de la distance entre x et un
point de référence ¢ de 'espace de recherche (ici, ¢ = z’). Nous considérons ici uniquement

la fonction RBF exponentielle.

kDOTPRODUCT<x7 37/) = 03(08 +x- xl)

) (_M) (1.5)

krpr(z,2") = olexp e

Une caractéristique intéressante de la méthode de régression par processus gaussien
est qu’il est possible d’obtenir dynamiquement une valeur optimale des hyper-parametres
de la fonction noyau, par maximisation d’une fonction de vraisemblance de la modéli-
sation par rapport aux données [RASMUSSEN et WILLIAMS 2006]. L'intérét est que le
modele résultant ne dépend d’aucun hyper-parametre qui doit étre réglé par I'utilisateur,
a Pexception du parameétre o2 modélisant la variance du bruit. Pour modéliser le bruit
gaussien des données tout en le considérant comme un hyper-parametre qui peut étre op-
timisé dynamiquement, il est possible de considérer une valeur nulle ou négligeable pour
o2 et de définir un nouveau parametre de bruit o/, ? intégré au sein d’une fonction noyau.
Cette fonction est définie en équation (1.6), et peut étre associée en combinaison avec une

autre fonction noyau, notamment sous la forme d’'une somme des deux fonctions.
kwwrs(7,7') = 02 si # = 2/ sinon 0 (1.6)

Apprentissage profond et architectures

Les modeles d’apprentissage profond ont regu énormément d’attention et sont deve-
nus tres populaires dans la derniere décennie [LECUN et al. 2015]. Dans le cadre de ce
mémoire, nous ne sommes pas amenés a les utiliser de maniere directe. En revanche, de
nombreux travaux de I’état de I’art de notre domaine d’application sont basés sur ce genre
d’approche, pour la prédiction de propriétés moléculaires ainsi que pour la génération de

molécules. Dans les paragraphes suivants, nous décrivons brievement le fonctionnement
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des modeles d’apprentissage profond et nous en présentons les principales architectures.

Réseau de neurones Les modeles d’apprentissage profond sont basés sur des couches
successives de neurones artificiels (on parle d’'un réseau de neurones). Un neurone artificiel
est composé d'un ensemble de poids qui parametre une combinaison linéaire des valeurs
numériques en entrée du neurone. La valeur de cette combinaison linéaire est passée a tra-
vers une fonction non linéaire dite d’activation, qui définit la sortie numérique du neurone.
L’entrainement du réseau de neurones consiste a régler les poids des neurones qui le com-
posent. Il existe des algorithmes permettant le réglage de ces poids par rétro-propagation
d’un gradient de 'erreur apres le passage d'un ensemble de données d’entrainement dans

le réseau.

Réseau entierement connecté Le terme « profond » sous-entend la présence de plu-
sieurs couches de neurones artificiels. Souvent, les neurones sont organisés d’une maniere
spécifique qui permet la résolution efficace d'un type de probleme d’apprentissage en par-
ticulier. On utilise généralement le terme d’architecture pour qualifier une organisation
générique des neurones. L’architecture la plus simple consiste a organiser les neurones
dans des couches successives entierement connectées (tous les neurones d’une couche sont
connectés a tous les neurones de la couche suivante). On parle alors d’un réseau de neu-

rones entierement connecté.

Réseaux récurrents Les réseaux de neurones récurrents ont la particularité de faire
passer I'information de maniere récurrente dans les neurones artificiels, ce qui leur permet
d’étre adaptés a des séries de valeurs de taille indéterminée, comme le texte. Le neurone
récurrent admet au sein de son entrée sa sortie a I’étape temporelle précédente. Souvent,
les réseaux de neurones récurrents sont définis a partir de neurones artificiels spécifiques
permettant de stocker de I'information, tels que les cellules LSTM (abréviation de « long

short-term memory » ), proposées par [HOCHREITER et SCHMIDHUBER 1997].

Auto-encodeur variationnel IL’auto-encodeur est une architecture dont 1’objectif est
de permettre l'apprentissage d’une représentation compressée des données. Un auto-
encodeur est composé d’'un réseau de neurones nommé encodeur et d'un réseau de neurones
nommé décodeur. L’objectif du réseau complet qui est une concaténation de I’encodeur
et de décodeur est d’obtenir en sortie les données données en entrée. Typiquement, la

couche de neurones centrale contient moins de neurones que la dimension des données en

o4



1.2. Apprentissage artificiel pour la chimie moléculaire

entrée, afin de forcer une compression de I'information. Les auto-encodeurs variationnels
(ou VAE, abréviation de « variational autoencoder ») constituent une variante probabi-
liste de I'auto-encodeur [KINGMA et WELLING 2014]. Ils permettent 'apprentissage d’une
représentation interne qui correspond a un espace latent dont les points peuvent étre dé-
codés de facon crédible et sensée par le décodeur. Il s’agit d’une architecture utilisée pour

la génération de données.

Generative adversarial network L’architecture GAN (abréviation de « generative
adversarial network ») est une architecture pour la génération de données basée sur un
réseau de neurones nommé générateur, et un réseau de neurones nommeé discriminateur
[GOODFELLOW et al. 2014]. Les deux réseaux sont entrainés simultanément. L’objectif
du générateur est de générer des données crédibles, c’est-a-dire appartenant a la méme
distribution que les données d’entrainement. Le discriminateur est entrainé a différencier
les données du jeu d’entrainement des données générées par le générateur, qui est lui-méme
entrainé a tromper le générateur. Cette architecture permet généralement de générer des
données tres réalistes, mais est en revanche sensible au « mode collapse », ce qui correspond

a un état dans lequel le générateur produit des données avec tres peu de diversité.

Réseaux de neurones graphes Les réseaux de neurones graphes ou réseaux de neu-
rones pour graphes, traduction de « graph neural networks » (GNN) sont une famille
générique d’architectures permettant de traiter des données sous forme de graphe a ’aide
d’un modele d’apprentissage profond [ZHOU et al. 2020]. La plupart de ces approches sont
basées sur 'adaptation des opérateurs de convolution des architectures spécialisées pour
le traitement des images a des données graphes, qui sont définies dans un espace non

cartésien.

1.2.3 Apprentissage de propriétés moléculaires

En raison du cofit d’estimation par la DFT des propriétés électroniques qui sont de
grande importance en chimie des matériaux moléculaires organiques, des modeles d’ap-
prentissage artificiel ont été proposés dans la littérature pour leur prédiction. [FABER
et al. 2017] proposent d’étudier un ensemble de modeles pour la prédiction de proprié-
tés électroniques, dont des variantes de modeéles linéaires et des modeles basés sur des
réseaux de neurones. Il existe également des travaux basés sur des modeles de régres-

sion par processus gaussien [BARTOK et al. 2017; DERINGER et al. 2021]. Des modeles
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d’apprentissage profond ont également été proposés. Nous pouvons notamment mention-
ner le modele SchNet [SCHUTT et al. 2018], basé sur une architecture représentant les
atomes selon leurs coordonnées et leur numéro atomique. SchNet integre un ensemble de
transformations permettant de modéliser les interactions entre atomes et d’introduire une
invariance a l'ordre des atomes ainsi qu’a la translation et rotation géométriques.

Dans des travaux qui se situent hors du cadre des contributions de cette these, notre
équipe de recherche a montré que les performances de ces modeles sont susceptibles
d’étre altérées par un manque de diversité moléculaire dans les données d’entrainement
[GLAVATSKIKH et al. 2019]. Cette étude est basée sur le modele SchNet et sur les jeux
de données QM9 et PC9, présentés en section 1.1.4 de ce chapitre. Nous montrons qu’en
raison d’'un manque de diversité moléculaire au sein de QM9, les performances de SchNet
pour la prédiction de propriétés moléculaires de données inconnues sont meilleures lorsqu’il
est entrainé sur les données de PC9 que lorsqu’il est entrainé sur les données de QM9. Ces
résultats montrent I'importance de la sélection du jeu de données moléculaires de référence

lors de I'utilisation de modeles d’apprentissage artificiel pour la chimie moléculaire.

1.3 Optimisation et génération moléculaire

De nombreux travaux en chimie-informatique proposent des méthodes basées sur le
domaine de l'intelligence artificielle afin de générer des molécules satisfaisant des proprié-
tés moléculaires. Certaines de ces méthodes s’appuient sur des modeles d’apprentissage
profond génératifs. D’autres s’appuient sur des méthodes issues du domaine de 1'opti-
misation. Il existe également un certain nombre d’approches combinant des algorithmes
provenant des deux domaines. Nous parlerons génériquement de génération moléculaire
pour faire référence a ’ensemble de ces approches.

Dans la section précédente, nous avons présenté le domaine de I'apprentissage artificiel
et nous avons évoqué plusieurs architectures de modeles d’apprentissage profond permet-
tant la génération de données. Dans cette section, nous présentons d’abord le domaine de
I'optimisation et en particulier les domaines de I'optimisation combinatoire et des méta-
heuristiques, dont sont issus les algorithmes évolutionnaires. Par la suite, nous effectuons
une revue d’'un ensemble de méthodes de génération moléculaire, que nous classons dans
trois catégories selon la fagon dont elles génerent des molécules. La premiere est celle des
méthodes appliquant un ensemble de perturbations sur une représentation moléculaire ex-

plicite. La deuxieéme est celle des méthodes d’optimisation d’un espace moléculaire appris
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par un modele d’apprentissage profond. La derniére correspond aux méthodes d’appren-

tissage profond génératif.

1.3.1 Optimisation

Un probleme d’optimisation est défini par un espace de recherche E et une fonction
objectif fop; : £ — R. Il consiste a trouver une solution z* de £ maximisant ou mi-
nimisant fop;. Au sein de ce mémoire, nous traiterons principalement des problémes de
maximisation. Ainsi, nous formalisons un probleme d’optimisation générique de la facon

suivante.

¥ = argmax ¢ p fobi () (1.7)

Lorsque que cela est nécessaire, un probleme de minimisation peut étre converti en
probléme de maximisation de maniere tres simple. Il suffit pour cela de considérer 'opposé

de la fonction objectif, comme dans 1’équation suivante.

argmin,¢ p; fobj (€) = argmax, e (= fon;(z)) (1.8)

Concepts élémentaires

Optimisation combinatoire et optimisation continue En fonction des caracté-
ristiques des problemes d’optimisation, différentes méthodes de résolution peuvent étre
appliquées. Il existe deux catégories majeures de problemes qui forment deux champs
relativement distincts. Il s’agit d’'une part des problémes dont le domaine de définition
(E) est continu, et d’autre part des problémes dont le domaine de définition est discret.
On parle respectivement d’optimisation continue et d’optimisation combinatoire. Au sein
de ce mémoire, nous traiterons principalement d’optimisation combinatoire puisque nous
considérerons 1'optimisation de graphes moléculaires, qui sont des objets discrets. Nous

évoquerons cependant des méthodes d’optimisation moléculaire continue.

Optimisation boite-noire Certaines méthodes d’optimisation continue exploitent la
formulation analytique de la fonction objectif fu,; lorsque cette derniere est connue et
dérivable. La dérivation de f,,; permet d’obtenir un gradient qui est utilisé¢ afin de dé-
terminer la direction dans I'espace de recherche permettant de maximiser I'objectif. Pour

différentes raisons, cette approche peut ne pas étre applicable. C’est le cas notamment
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Xmin Xo X1 X2 X3 Xa X5 X6 X7 X8 Xmax

FIGURE 1.12 — Représentation d’une fonction f : [Zmin, Tmax] — R symétrique par rapport
au point z4. L’unique maximum global de f est la solution x4. Les maximums locaux de
f sont les solutions zg, xs, x4, Tg €t xg. Les minimums globaux de f sont les solutions x3
et x5. Les minimums locaux de f sont les solutions xyi,, 1, T3, 5, T7 €t Tyax.

si la formulation de la fonction objectif n’est pas connue, si elle n’est pas dérivable ou
également simplement si I'espace de recherche n’est pas continu. On parle alors souvent
d’optimisation « boite-noire », terme qui fait référence au fait que la fonction objectif
est considérée comme une boite-noire qui peut uniquement étre évaluée a des points de

I’espace de recherche.

Résolution exacte ou approchée Certaines approches d’optimisation permettent de
résoudre les problemes de maniere exacte, c’est-a-dire qu’elles garantissent que la solu-
tion obtenue possede la plus grande valeur possible de fu; sur 'espace de définition du
probleme de maximisation et vérifie ainsi strictement 1’équation (1.7). On nomme une
solution de ce genre un maximum (ou génériquement un optimum) global de fyp;. Si fob;
n’est pas convexe, il est possible qu’il existe plusieurs maximums (ou optimums) dits
locaux, c’est-a-dire des solutions ayant localement la valeur la plus élevée de f. En Fi-
gure 1.12; nous faisons apparaitre les maximums et minimums locaux et globaux dune
fonction définie sur un sous-ensemble continu de R.

La garantie d’optimalité globale des solutions pour une méthode de résolution exacte
peut provenir de la résolution analytique de la fonction objectif, de I'énumération de 1’en-
semble des solutions si cet ensemble est fini ou encore de 1’élagage de I’espace de recherche,
qui permet de restreindre I’ensemble des solutions devant étre évaluées. L’élagage de 'es-
pace de recherche peut avoir lieu s’il est possible d’identifier qu'une solution globale ne

peut pas exister dans un sous-ensemble défini de I'espace de recherche. Pour de nom-
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breux problemes d’optimisation, la résolution analytique n’est pas possible et 1’espace de
recherche est trop important pour étre énuméré, méme apres élagage. On utilise dans ce
cas des méthodes d’optimisation approchée. Le but est alors de chercher une solution (a
priori un optimum local) possédant une valeur de fonction objectif « satisfaisante ». Il
est possible que cette solution soit un optimum global, mais cela ne peut alors pas étre

prouvé.

Intensification et exploration De nombreuses méthodes d’optimisation approchée
sont basées sur une notion de recherche par voisinage. Dans ce cadre, 'intensification et
I’exploration sont deux notions tres importantes qui permettent de décrire des comporte-
ments génériques des algorithmes de recherche. L’intensification (ou exploitation) consiste
a chercher des solutions améliorantes dans un voisinage tres proche d’une bonne solution
connue. Ce comportement permet de converger vers des optimums de la fonction objectif.
Cependant, une approche basée exclusivement sur 'intensification est tres susceptible de
ne pas pouvoir échapper a un optimum local et donc de produire des solutions décevantes

a ’échelle de 'espace de définition de la fonction objectif.

L’exploration (ou diversification) est un comportement qui consiste a explorer des
zones éloignées de 'espace de recherche. Cela permet d’échapper a un optimum local
pour découvrir des zones plus prometteuses de ’espace de recherche, mais une approche
purement exploratoire ne permettra a priori pas d’obtenir des optimums de la fonction ob-
jectif. Pour une optimisation efficace, il est donc nécessaire de combiner ces deux concepts.
On parle généralement d'un compromis qui doit étre effectué entre intensification et ex-

ploration.

Optimisation multi-objectif Certains problemes d’optimisation peuvent étre définis
a partir d’'un ensemble de fonctions objectif qui doivent étre maximisées simultanément.
On parle dans ce cas d’optimisation multi-objectif. Dans le cadre de 'optimisation multi-
objectif au sens strict, ces fonctions sont considérées indépendamment et il n’existe pas de
relation d’ordre entre deux solutions optimales selon deux fonctions objectif différentes.
Il est possible de transformer un probleme multi-objectif en probléme mono-objectif en
agrégeant l’ensemble des objectifs au sein d’une fonction objectif unique. Cela nécessite
toutefois de pondérer chaque objectif selon son importance et cela crée une relation d’ordre

entre 'ensemble des solutions.
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Méthodes d’optimisation

Optimisation métaheuristique Les métaheuristiques sont une classe d’algorithmes
d’optimisation approchée qui integrent la plupart du temps des mécanismes permettant
d’échapper a des optimums locaux. Il s’agit d’'un domaine tres large qu’il est difficile de
définir simplement de maniére universelle. [BOUSSAID et al. 2013] remarquent cependant
que la plupart des algorithmes métaheuristiques partagent les caractéristiques suivantes :
(i) ils sont inspirés par des principes naturels comme 1’évolution biologique des espeéces,
(ii) ils integrent des processus stochastiques (aléatoires), (iii) ce sont des algorithmes
d’optimisation boite-noire, et (iv) ils dépendent d’hyper-parametres qui doivent souvent

étre réglés en fonction du probleme devant étre résolu.

Optimisation métaheuristique a base d’individu La recherche locale est un algo-
rithme métaheuristique simple, qui consiste a explorer itérativement 1’espace de recherche
a partir d’'une solution de départ, d'une fonction de voisinage et d’une heuristique de sé-
lection. Dans la version la plus simple de I'algorithme, on utilise pour la sélection une heu-
ristique de meilleur améliorant. Cela consiste a sélectionner a chaque itération le meilleur
améliorant dans le voisinage exhaustif de la solution courante z, c¢’est-a-dire a sélection-
ner la solution du voisinage possédant la plus haute valeur de fu;, si cette valeur est plus
élevée que fu;(x). L'heuristique de premier améliorant est tres similaire mais ne néces-
site pas I’énumération exhaustive du voisinage. Elle consiste simplement a sélectionner le
premier voisin évalué comme améliorant. L’algorithme de recherche locale avec sélection
du meilleur ou du premier améliorant est communément nommé hill-climber. Par défini-
tion, I'exécution converge vers un minimum local de la fonction objectif. Il s’agit d’une

approche de pure intensification de ’espace de recherche.

Il existe des variations de la recherche locale, qui integrent des mécanismes permettant
d’échapper a des optimums locaux de la fonction objectif. Cela favorise I'obtention de
solutions appartenant a de « bons » optimums locaux de la fonction objectif, voire a un
optimum global. A titre d’exemple, la recherche taboue est une variation d’un algorithme
de hill-climbing avec une relaxation des conditions de sélection d'un voisin, et I'ajout
d’une liste dite « taboue » contenant les solutions visitées lors des itérations précédentes
[GLOVER 1989]. L’heuristique de sélection d’un voisin de x consiste a sélectionner la
meilleure solution du voisinage qui ne fait pas partie de la liste taboue, sans nécessité que

cette solution soit un améliorant de x.
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Optimisation métaheuristique a base de population Certains algorithmes méta-
heuristiques sont basés sur une population de solutions plutét qu'un unique individu. C’est
notamment le cas des algorithmes évolutionnaires qui forment une grande famille d’al-
gorithmes inspirés de la théorie évolutionnaire de Darwin [JONES 1998]. Les algorithmes
génétiques sont les plus célebres des algorithmes évolutionnaires [HOLLAND 1992]. Ils sont
définis typiquement pour des problemes d’optimisation combinatoire. Ils sont basés sur un
opérateur de mutation définissant un voisinage local, ainsi que sur un opérateur de recom-
binaison permettant d’effectuer un croisement entre deux individus pour former une (ou
classiquement deux) nouvelle(s) solution(s) possédant des caractéristiques issues des deux
parents. A chaque étape d’optimisation, des individus (solutions de la population) sont
sélectionnés pour étre recombinés par paires. L’opérateur de mutation est alors appliqué
sur les solutions filles, qui sont insérées dans la population, typiquement en remplacement
de leurs parents. Dans la formulation initiale des algorithmes génétiques, les solutions

doivent étre encodées selon un vecteur binaire.

L’optimisation par essaim de particules, ou « particle swarm optimization » (PSO) en
anglais est une autre métaheuristique basée sur une population de solutions [KENNEDY
et EBERHART 1995]. Contrairement aux algorithmes génétiques, PSO est défini pour des
problémes d’optimisation dans un espace de recherche réel R¢,d € Z:. La population est
composée de solutions (particules) qui sont définies par leur position (coordonnées) dans
'espace de recherche. A chaque itération, les particules subissent un déplacement. Pour
chaque particule, ce déplacement est calculé en fonction de la meilleure position qu’elle
a connue précédemment, de la meilleure solution connue par 1’ensemble de 1'essaim de
particules, et d'un facteur aléatoire. L’intuition de cette approche est que lorsqu’une
bonne solution est découverte, une proportion importante de l’essaim est guidée vers
cette position. Les particules ont toutefois une part d’indépendance qui leur permet de
découvrir de nouvelles zones de I’espace de recherche. Ces comportements permettent de

définir un compromis entre intensification et exploration de 1’espace de recherche.

Nous pouvons également mentionner I’algorithme « conformational space annealing »,
abrégé CSA [JOUNG et al. 2018]. Il s’agit d'un algorithme proche des algorithmes gé-
nétiques, qui considére une population de solutions ainsi qu’'un opérateur de croisement
et une procédure d’optimisation locale telle qu'un algorithme de hill-climbing. A chaque
étape d’optimisation, les opérateurs de croisement ainsi que la procédure de recherche
locale sont utilisés pour générer de nouvelles solutions. Une différence importante avec les

algorithmes évolutionnaires classiques est que chaque solution est en réalité représenta-
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tive d'un groupe de solutions correspondant a un optimum local de I’espace de recherche.
L’algorithme dépend d’une mesure de distance entre deux solutions quelconques et d'une
variable D.,; paramétrant une distance minimale pour qu'une solution de I’espace de re-
cherche soit considérée comme appartenant au méme groupe qu’une des solutions de la
population. Lorsqu’une solution est générée, elle remplace une solution de la population
appartenant au méme groupe et possédant une moins bonne évaluation par la fonction
objectif, si une telle solution existe. Si aucune solution n’appartient au méme groupe mais
que la solution générée possede une meilleure évaluation que la moins bonne solution de
la population, elle la remplace. Sinon, aucun remplacement n’a lieu. Ce mécanisme per-
met d’assurer une certaine diversité au sein de la population, qui favorise ’exploration de
I’espace de recherche en particulier en début de recherche. La valeur du parametre D,
diminue progressivement au cours de 1’exécution, afin de favoriser 'intensification lorsque

des solutions prometteuses ont été trouvées.

Optimisation a I’aide d’un modele de substitution Il est possible d’intégrer un
modele d’apprentissage artificiel au sein d’'une procédure d’optimisation boite-noire, en
tant que modele d’approximation (ou de substitution) de la fonction objectif [QUEIPO et al.
2005; VU et al. 2017]. Cela est notamment pertinent si la fonction objectif est une fonction
bolte-noire possédant un cotit de calcul élevé. Ce genre de fonction est typiquement une
simulation informatique d’un processus complexe, permettant par exemple la conception
d’éléments en aéronautique [VAIDYANATHAN et al. 2003]. Le but est alors de minimiser
le colit total de I'optimisation, avec I'idée que la connaissance intégrée dans le modele
de substitution permettra de sélectionner des solutions plus pertinentes et de limiter les
appels a la fonction objectif cotiteuse.

Dans ce cadre, les procédures d’optimisation et d’apprentissage sont effectuées conjoin-
tement au sein d'une procédure itérative. Le modele de substitution permet de sélectionner
des solutions prometteuses a faible cotit. La valeur de fonction objectif de ces solutions est
calculée régulierement et ces données sont intégrées au sein du jeu de données d’entraine-
ment du modele de substitution. Plusieurs types d’algorithmes d’apprentissage artificiel
et d’optimisation peuvent étre intégrés au sein de ce cadre général de résolution, nommé
optimisation a l’aide d’'un modele de substitution ou optimisation basée sur un modele de
substitution. Nous en effectuons une présentation plus complete au sein du Chapitre 4.
Précisons que ces algorithmes sont typiquement définis pour des probléemes d’optimisation

continue.
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Evaluation de ’efficacité de la recherche

Lorsque plusieurs méthodes d’optimisation peuvent étre définies pour résoudre un pro-
bléme, il est souvent souhaitable de pouvoir les comparer afin de sélectionner la meilleure
approche. La facon la plus directe est de comparer les valeurs de fonction objectif des
solutions obtenues. La méthode obtenant les meilleures solutions peut étre considérée la
meilleure, en particulier si ces performances sont observées sur plusieurs variations (ins-
tances) d'un probleme générique, ainsi que sur plusieurs exécutions indépendantes si les
méthodes incluent des composants stochastiques. L’inconvénient de cette approche de
comparaison est qu’elle ne prend pas en compte l'efficacité des méthodes, c¢’est-a-dire le
rapport entre cotit de calcul et la qualité des solutions obtenues.

Pour prendre en compte l'efficacité de la recherche, il est possible de prendre en compte
le temps de calcul. Cela peut étre effectué simplement en fixant un budget de temps de
calcul. Il est alors possible de comparer la qualité des solutions obtenues pour un budget de
temps donné. L’inconvénient est que cela nécessite d’effectuer toutes les expériences dans
un environnement de calcul homogene, et que les résultats sont liés a un environnement
de calcul en particulier. Cela peut étre un obstacle a la reproductibilité des résultats.

Plutét que de considérer le temps de calcul, il peut étre pertinent de quantifier le
cotlit de l'optimisation en fonction du nombre d’appels a la fonction objectif. On peut
ainsi évaluer la qualité des solutions en fonction d'un budget d’appels a la fonction ob-
jectif, ce qui permet d’obtenir des résultats a priori reproductibles indépendamment de
I’environnement de calcul.

Pour compléter et préciser cette mesure, il est possible de mesurer le cotit de calcul
nécessaire pour ’obtention dune valeur cible de la fonction objectif. La métrique nommée
« expected runtime » en anglais (abrégée ERT) définit une mesure de ce colit [HANSEN
et al. 2021]. Nous la traduisons par « espérance du coiit de I'exécution ». Dans cette tra-
duction, nous choisissons de parler de colit et non de temps de calcul car cette mesure
peut de fagon générique représenter le cotlit exprimé sous forme de temps d’exécution ou
de nombre d’appels a la fonction objectif. La mesure ’ERT permet de comparer numé-
riquement les performances de plusieurs méthodes sur des valeurs cibles de la fonction
objectif plus ou moins élevées. Elle est définie pour agréger les résultats de plusieurs exé-
cutions d’une méme méthode. Elle correspond au cotit dépensé pour obtenir une solution
de valeur de fonction objectif au moins égale a une cible ¢, divisé par le nombre d’exécu-
tions ayant effectivement atteint la cible c. Son calcul peut étre formalisé de la maniere

suivante.

63



Chapitre 1 — Contexte du domaine d’application et état de l’art

ERT(X, ) — > sex colit__min(z, ¢)

1.9
> ex cible_atteinte(x, ¢) (1.9)

Dans cette équation, X correspond a l’ensemble d’exécutions devant étre évalué et
¢ correspond a la valeur cible de fonction objectif. La fonction colit._ min représente le
colit dépensé par I'exécution x pour obtenir la premiere solution atteignant une valeur de
fonction objectif au moins égale a c¢. Si x n’atteint jamais la cible, son cotit total est pris
en compte. La fonction cible atteinte renvoie 1 si la cible ¢ a été atteinte par 'exécution
x et 0 sinon. Cette mesure représente le cotit total dépensé dans le but d’obtenir la cible,
divisé par le nombre de fois que la cible a été atteinte. Si la cible n’est atteinte pour
aucune exécution (et seulement dans ce cas), alors le calcul implique une division par zéro
et nous considérons que sa valeur n’est pas définie. Si la cible est atteinte pour toutes les
exécutions, alors ce calcul est équivalent au coilit moyen pour obtenir la cible. Dans les
autres cas, la valeur d’ERT agrége au sein d’une unique valeur le cott dépensé ainsi que
le nombre de fois que la cible a été atteinte.

Il est important de préciser que la valeur d’ERT est sensible au budget alloué¢ aux
exécutions ainsi qu’au nombre d’exécutions indépendantes menées. Considérons un cas
de figure dans lequel nous menons n exécutions indépendantes d’'une méme expérience
stochastique, en utilisant pour chaque exécution un budget de temps ou de nombre d’ap-
pels a la fonction objectif b. Dans le pire cas (hors cas indéfini), la cible a été atteinte
par une unique exécution avec un coiit correspondant au budget b. Le numérateur de
I'équation (1.9) vaut alors n x b, tandis que le dénominateur vaut 1. La mesure d’'ERT
pour cette expérience a donc pour valeur n x b. Or, cette valeur peut varier fortement en
fonction de la facon dont b et n ont été sélectionnés. Par conséquent, pour que les résultats
soient comparables entre plusieurs expériences, il est important que ces parametres soient

identiques.

1.3.2 Optimisation moléculaire par perturbation d’une repré-

sentation

Pour l'optimisation moléculaire ou plus généralement la génération de molécules a
I’aide de méthodes issues du domaine de l'intelligence artificielle, nous distinguons trois
catégories de méthodes selon une catégorisation subjective basée sur la fagon dont les
molécules sont générées. La premiere de ces catégories correspond aux méthodes basées

sur la perturbation d’une représentation explicite des molécules, que nous présentons dans
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cette section.

Algorithmes évolutionnaires

De nombreuses méthodes de cette catégorie sont des algorithmes évolutionnaires, qui
sont utilisés pour la génération de molécules depuis la fin des années 1990 [DEVI et al.
2015]. De nombreux algorithmes évolutionnaires pour 'optimisation de propriétés molé-
culaires ont été proposés ces dernieres années. Le plus populaire d’entre eux est GB-GA
[JENSEN 2019]. GB-GA est basé sur un ensemble d’opérateurs de mutation appliquant
des perturbations locales au graphe moléculaire, ainsi que sur un opérateur de recombi-
naison construisant une ou plusieurs molécules a partir de sous-graphes moléculaires issus
des parents. Les opérateurs de mutation sont associés a une probabilité d’application qui
est calculée selon la fréquence d’apparition des caractéristiques correspondantes dans un
sous-ensemble de la base de données ZINC [IRWIN et al. 2020]. L’objectif de cette pondé-
ration est de favoriser ’apparition de caractéristiques moléculaires réalistes. La principale
critique effectuée a I’encontre des algorithmes évolutionnaires pour la chimie est en effet la
production de solutions peu réalistes et donc a priori peu synthétisables [SCHNEIDER et al.
2009]. Nous pouvons également mentionner 1'algorithme MolFinder [KWON et LEE 2021].
Il s’agit d'un algorithme de type CSA, qui peut étre considéré comme un algorithme évo-
lutionnaire mais qui integre également des mécanismes permettant de controler le taux
d’exploration au cours de la recherche selon une mesure de la diversité au sein de la
population.

Afin de produire des molécules plus susceptibles d’étre synthétisées, des auteurs ont
proposé des algorithmes basés sur des opérateurs de mutation correspondant a l’ajout
de fragments moléculaires connus. Nous pouvons citer notamment 1’algorithme CReM
[PoLisHCHUK 2020]. Ce dernier est basé sur une base de fragments (sous-graphes molécu-
laires) issus de la base de données ChEMBL [GAULTON et al. 2017]. Chaque fragment est
associé avec le conterte auquel il est 1ié, qui correspond également a un sous-graphe molé-
culaire. Cela résulte en une base associant un ensemble de contextes avec un ensemble de
fragments, a priori « interchangeables » pour un contexte donné. CReM n’est pas présenté
comme un algorithme évolutionnaire en soi mais définit une procédure d’optimisation ba-
sée sur une population et sur ’application aléatoire des opérateurs de mutation qui peut
étre considérée de la sorte. Nous pouvons également mentionner ’algorithme évolution-
naire LEADD, dont les mutations sont basées sur un ensemble de fragments également
issus de ChEMBL [KERSTJENS et DE WINTER 2022].
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D’autres algorithmes évolutionnaires pour la génération de molécules sont basés sur
une représentation texte des molécules. L’algorithme ChemGE représente les molécules
comme un vecteur de nombres entiers, et définit une procédure basée sur une grammaire
non contextuelle pour convertir cette représentation en représentation textuelle SMILES
[YOSHIKAWA et al. 2018]. Cette procédure permet de garantir la validité syntaxique des
SMILES (les solutions correspondent a un parcours d'un graphe moléculaire), mais pas
la validité sémantique (les régles de valence ne sont pas nécessairement respectées). Pour
pallier ce probleme, [NIGAM et al. 2020] proposent un algorithme évolutionnaire basé sur

la représentation SELFIES qui garantit la validité sémantique des solutions.

Apprentissage par renforcement

L’approche basée sur la perturbation d’une représentation peut également étre utilisée
en dehors du cadre des métaheuristiques. En particulier, plusieurs travaux sont basés sur
I’association d’un agent d’apprentissage par renforcement avec un ensemble de perturba-
tions du graphe moléculaire comparables a celles de GB-GA, par exemple. L’apprentissage
par renforcement correspond a une classe de méthodes qui considérent un agent évoluant
dans un environnement, avec lequel il interagit a travers I'application d’actions. L’agent
obtient a l'issue de ses actions une récompense numérique qu’il doit apprendre a maximiser
a travers le choix des actions [SUTTON et BARTO 2018]. Dans le cas présent, I’environne-
ment correspond a la représentation explicite des molécules et les actions correspondent
a l'ensemble des opérateurs de perturbation. Plusieurs modeles de ce type basés sur des
modeles d’apprentissage profond ont été proposés pour la génération de molécules. Nous
pouvons mentionner MolDQN [ZHOU et al. 2019] ainsi que les travaux de [ZHANG et
al. 2019]. Notons que ces travaux incluent des opérateurs de perturbation destructifs, ce
qui implique que les choix effectués ne sont pas nécessairement définitifs. En cela, nous
considérons que ces méthodes se rapprochent plus des approches d’optimisation par voisi-
nage que des approches de construction itérative de solutions dont nous présenterons des

exemples en section 1.3.4.

1.3.3 Optimisation d’un espace moléculaire latent continu

Ces dernieres années, de nombreuses méthodes de génération moléculaire ont été pro-
posées en tirant partie des nouvelles possibilités offertes par les modeles d’apprentissage

profond. Parmi ces possibilités, nous nous intéressons dans cette section a l'apprentis-
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sage d’un espace moléculaire continu rendu possible par les auto-encodeurs variationnels
(voir section 1.2), abrégés VAE. L’espace latent des VAE correspond en effet a un es-
pace moléculaire continu, dans lequel des méthodes d’optimisation continue peuvent étre
appliquées.

[GOMEZ-BOMBARELLI et al. 2018] ont proposé une approche de ce type. Le VAE est
entrainé a ’encodage et au décodage de SMILES issus de QM9 ou ZINC. Les auteurs
observent que les molécules du jeu de données d’entrainement et les molécules générées
aléatoirement par le VAE possedent des propriétés similaires. Cela montre que le modele
permet effectivement d’apprendre « un » espace moléculaire ou plutot un sous-ensemble
de l'espace moléculaire correspondant a la distribution des données d’entrainement. Les
auteurs associent ce modele avec un autre modele d’apprentissage profond dont le role
est de prédire les valeurs d’une propriété moléculaire. Ce dernier modele étant dérivable,
la propriété peut étre optimisée au sein de ’espace latent du VAE. Plus exactement, le
modele de substitution de la propriété est optimisé au sein de cet espace.

Une autre approche nommée MSO est tres semblable, a la différence principale que
I’espace latent de I'auto-encodeur est optimisé a ’aide d’une méthode d’optimisation par
essaim particulaire [WINTER et al. 2019]. Une autre différence est que l'auto-encodeur
n’est pas entrainé a reconstruire la représentation moléculaire donnée en entrée mais
a convertir une représentation en entrée dans une seconde représentation en sortie. La
motivation est que cela devrait favoriser I'apprentissage d’un espace correspondant a une
abstraction sensée de 1’espace moléculaire.

Ces méthodes d’optimisation basées sur l'apprentissage d'un espace latent continu
tirent profit des avancées effectuées dans le domaine de I'apprentissage profond et rendent
possible I'utilisation de méthodes d’un pan important du domaine de 'optimisation. On
peut considérer 'espace latent comme une projection d’un espace moléculaire discret
dans un espace continu possédant de bonnes propriétés dans un contexte d’optimisation.
Cependant, il n’existe pas de garantie que la totalité des points de 1’espace moléculaire
soit représentée dans cet espace, et il est méme raisonnable de s’attendre a ce que ce ne
soit pas le cas. L’espace latent est finalement dépendant des données d’entrainement qui

ont donc une grande importance dans cette approche.

1.3.4 Apprentissage d’un générateur moléculaire

Une derniere approche selon notre classification consiste a utiliser un modele d’ap-

prentissage profond pour générer des molécules, en dehors du cas particulier qui consiste
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a effectuer I'optimisation dans l'espace latent appris par le modele. La plupart de ces
approches génerent les molécules de facon séquentielle, par construction itérative. Le mo-
dele de génération permet alors de sélectionner la prochaine étape de construction pour

un état donné de la molécule.

Représentations

Certaines méthodes de génération sont basées sur une représentation graphe des molé-
cules. [LI et al. 2018] ainsi que [YOU et al. 2018] proposent des méthodes de construction
itérative de graphes moléculaires basées sur des réseaux de neurones graphe. Les actions
déclenchées apres sélection par le modele d’apprentissage profond correspondent a I’ajout
d’atomes et de liaisons. MolGAN est un modele de type GAN qui génere une représen-
tation probabiliste d’'un graphe, dont est tiré un graphe moléculaire [DE CAO et KipPF
2018].

De nombreux modeles sont basés sur des réseaux de neurones récurrents, congus no-
tamment a partir de cellules LSTM. Ces modeéles sont la plupart du temps associés a une
représentation des molécules sous forme de SMILES, pour laquelle ils sont tres adaptés.
Nous pouvons mentionner les travaux de [OLIVECRONA et al. 2017 ; SEGLER et al. 2018;
YUAN et al. 2020], qui correspondent & la définition d’un modeéle permettant de générer les
molécules séquentiellement, caractere par caractere. Nous pouvons également mentionner
ORGAN, un modele de type GAN basé sur une représentation SMILES [GUIMARAES
et al. 2018]. [YANG et al. 2017] proposent ChemTS, une méthode basée sur la technique
de Monte-Carlo tree search [BROWNE et al. 2012]. Un réseau de neurones récurrent est
utilisé au sein de ChemTS pour effectuer la phase de simulation, qui consiste a générer
la partie terminale d’un parcours de ’arbre représentant l’ensemble des SMILES. 11 est
intéressant de préciser que ChemTS a été utilisé dans le cadre d’une application pratique
pour la recherche de molécules satisfaisant des propriétés électroniques. Certaines de ces
molécules ont été synthétisées pour la confirmation expérimentale des propriétés [SUMITA

et al. 2018].

La représentation moléculaire sous forme d’un nuage d’atomes en 3 dimensions est plus
complexe et est tres rarement employée dans les méthodes de génération. Nous pouvons
toutefois mentionner les travaux de [GEBAUER et al. 2019], qui proposent un modele
génératif de construction itérative d’une molécule par placement des atomes dans un

espace géométrique.
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Génération de molécules satisfaisant des propriétés moléculaires

Nous avons cité un ensemble de méthodes de génération que nous avons classées se-
lon la représentation moléculaire utilisée, mais nous n’avons pour le moment pas décrit
les techniques qu’elles emploient pour générer des molécules satisfaisant une propriété
moléculaire donnée.

Un certain nombre de ces méthodes sont basées sur une approche d’apprentissage
par renforcement dont l'agent est le modele génératif lui-méme. Des techniques basées
sur le gradient pour 'apprentissage d’une politique telles que 'algorithme REINFORCE
[WILLIAMS 1992] sont employées. Cela concerne entre autres les travaux de [OLIVECRONA
et al. 2017] et de [YOU et al. 2018]. Dans ce contexte, la métrique de récompense est définie
notamment a partir des valeurs de la propriété cible, parfois dans le cadre d’un compromis
avec un second objectif consistant a respecter la distribution d’'un jeu de données de
référence [OLIVECRONA et al. 2017].

D’autres approches choisissent d’utiliser une approche d’apprentissage par transfert.
Dans ce contexte, cela signifie qu’apres un entrainement sur un jeu de données généra-
liste, le modele génératif est entrainé sur un jeu de données restreint dont les molécules
possedent les propriétés moléculaires recherchées. [YUAN et al. 2020] entrainent ainsi leur
modele génératif sur une base de données pour la chimie pharmaceutique, puis effec-
tuent un second entralnement sur des molécules possédant des propriétés électroniques.
[GEBAUER et al. 2019] utilisent une approche similaire, en entrainant leur modele sur une
partie du jeu de données QM9, puis en effectuant un second entrainement correspondant
a un « réglage fin » (fine-tuning) des parametres sur un sous-ensemble des données pos-
sédant des valeurs précises de propriété cible. [SEGLER et al. 2018] utilisent une méthode
treés similaire pour la génération de molécules possédant des activités biologiques.

Une autre approche consiste a effectuer un conditionnement de 'apprentissage, ce
qui correspond a 1’étiquetage des données d’entrainement selon une valeur de propriété
cible réelle ou binaire. Cette variable peut permettre de controler les caractéristiques des
solutions générées a posteriori, sans nécessiter un ré-entrainement. Cette approche est
notamment utilisée par [L1 et al. 2018].

Comme les méthodes consistant a apprendre une représentation continue de l'espace
moléculaire, les méthodes présentées dans cette section tirent profit des avancées récentes
dans le domaine de I'apprentissage profond. Elles possedent toutefois un inconvénient
générique, qui est celui de la dépendance a un jeu de données moléculaires. Il est rai-

sonnable d’attendre que cette dépendance crée implicitement un biais vers la génération
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de molécules proches du jeu de données de référence. Or, il n’existe pas de jeu de don-
nées « universel » représentatif de ’ensemble de 1’espace moléculaire. Cela pourrait étre
un frein a la génération de molécules dans des zones pour le moment inconnues ou peu

documentées de I'espace de recherche.

1.4 Propriétés moléculaires et réalisme des molécules

Un probleme d’optimisation est défini par ’espace de recherche des solutions et par
la fonction objectif. Pour 'optimisation de propriétés moléculaires, I’espace de recherche
correspond logiquement a I'espace moléculaire, et la fonction objectif est logiquement ex-
primée a partir d’une propriété moléculaire cible, voire correspond directement a cette
propriété. Lorsque 'objectif recherché est la maximisation ou la minimisation d’une pro-
priété, il suffit en effet de définir la fonction objectif comme étant la propriété cible, ou
éventuellement son opposé pour inverser son sens.

Dans des cas plus réalistes, les chimistes souhaitent obtenir des molécules possédant des
valeurs cibles d’une propriété, ou des valeurs au-dela ou en deca d’un seuil. Il est dans ce
cas possible d’appliquer une transformation a la propriété pour définir la fonction objectif.
Une fonction gaussienne centrée sur la cible peut étre utilisée si 'objectif correspond a
I'obtention de solutions possédant une valeur donnée de propriété. Une fonction sigmoide
permet d’exprimer un seuil sur les valeurs d'une propriété. Dans des cas réalistes, les
chimistes souhaitent également que les molécules proposées puissent étre synthétisées en
pratique.

Dans la suite de cette section, nous nous intéressons d’abord au concept de synthéti-
sabilité des molécules. Nous proposons la notion de réalisme des molécules, qui y est liée.
Nous présentons ensuite plusieurs métriques de la littérature définies pour proposer une
estimation quantitative de I’accessibilité synthétique des molécules. Finalement, nous pré-
sentons plusieurs propriétés moléculaires dont nous serons amenés a étudier I'optimisation

au sein de ce mémoire.

Réalisme et estimation de I’accessibilité synthétique des molécules

Synthétisabilité et réalisme des molécules Les utilisateurs des méthodes de géné-
ration moléculaire attendent typiquement que les molécules générées soient susceptibles
d’étre synthétisées expérimentalement, afin de résoudre des problemes réalistes. Or, la

synthétisabilité est une notion dont I'évaluation systématique est tres complexe. L’exper-
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tise des chimistes leur permet de juger si une molécule semble a priori synthétisable ou
si au contraire elle possede des caractéristiques qui la rendent complexe voire impossible
a synthétiser. Cependant, cette expertise est difficile a formaliser. Cela s’explique par le
fait qu’il s’agit d’une notion liée a une part d’intuition des chimistes, issue de leur expé-
rience. De plus, il est important de préciser que cette notion n’est pas universelle. Elle
est en effet dépendante du domaine de la chimie de prédilection du ou de la chimiste qui
effectue le jugement. Au sein seulement de la chimie moléculaire organique, les molécules
rencontrées en chimie pharmaceutique et en chimie des matériaux moléculaires peuvent
étre tres différentes. Or, il s’agit de domaines relativement hermétiques. Parfois, les chi-
mistes attendent également qu’'une telle mesure prenne en compte des éléments liés a leur
domaine qui ne sont pas directement liés a la possibilité de synthese. De plus, la notion
de synthétisabilité n’est pas absolue dans le temps. La recherche de routes de synthese
pour des structures qui n’ont jamais été synthétisées fait partie des themes de recherche
en chimie, et cette connaissance est donc en constante évolution.

Pour ces raisons, nous préférerons souvent parler de réalisme des molécules au sein de
ce mémoire. Il s’agit d’'une notion plus qualitative que quantitative et qui selon nous fait
mieux apparaitre la réalité subjective du concept. Le réalisme des molécules ne représente
pas seulement si une molécule est susceptible d’étre synthétisée, mais plus généralement s’il
est raisonnable d’attendre qu’elle soit stable dans des conditions normales de température
et de pression. Ce concept peut également prendre en compte des éléments liés a un
domaine de la chimie en particulier.

Malgré la difficulté de formaliser la notion de synthétisabilité, il existe un ensemble de
métriques dans la littérature qui sont définies afin d’en proposer une estimation quanti-
tative. L’existence de ces métriques est justifiée par le fait qu’en pratique, il est parfois
nécessaire de trier ou de catégoriser des molécules selon une estimation de leur synthéti-

sabilité. Nous présentons plusieurs de ces métriques dans les paragraphes suivants.

SAScore La métrique de SAScore a été proposée par [ERTL et SCHUFFENHAUER 2009].
SA est 'abréviation de « synthetic accessibility », qui signifie « accessibilité synthétique ».
Le SAScore est basé sur I'analyse structurelle d’'un ensemble de molécules issues de la
base PubChem (voir la section 1.1.4). Le SAScore récompense la présence de fragments
fréquemment rencontrés dans la base de référence, et pénalise les fragments rares. Il péna-
lise également d’autres caractéristiques chimiques connues pour affecter négativement la

synthétisabilité. Il s’agit d’une métrique définie telle que la meilleure valeur possible est 1
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et la pire est 10. Les auteurs proposent un seuil en deca duquel une molécule est considérée
comme probablement synthétisable selon le SAScore, qu’ils fixent & 6.0. [VORSILAK et al.

2020] proposent d’abaisser ce seuil a 4.4.

CLScore La métrique de CLScore a été proposée par [BUHLMANN et REYMOND 2020).
CL est 'abréviation de « ChEMBL-likeness », ce qui signifie « ressemblance a ChEMBL ».
Il s’agit en effet d’'une métrique définie pour évaluer la ressemblance d’une molécule aux
molécules appartenant a un sous-ensemble contenant environ 457 000 molécules de la base
de données ChEMBL. Ce sous-ensemble est choisi pour contenir des molécules possédant
des activités sur des protéines, et donc susceptibles de pouvoir étre utilisées en tant que
médicaments. Le CLScore est défini a partir de I’étude de la représentation des shingles
de rayon 3 (voir la section 1.1.3) au sein de ChEMBL. Formellement, il est défini selon
I'équation (1.10). N correspond au nombre de shingles au sein de la molécule évaluée. m
correspond au nombre de shingles qu’elle partage avec le sous-ensemble de ChEMBL. ( fs);
correspond au nombre d’occurrences du shingle i au sein du sous-ensemble de ChEMBL.
Notons que seuls les shingles apparaissant au moins 100 fois au sein de ChEMBL sont

considérés.

ey logyo(fs)i
N

Il ne s’agit pas a proprement parler d’'une métrique définie pour évaluer la synthé-

CLScore = (1.10)

tisabilité, mais les auteurs partent de I’hypothese que les molécules de ChEMBL sont
représentatives de la chimie pharmaceutique et donc qu’elles sont synthétisables. De plus,
ils montrent qu’il existe une corrélation entre les valeurs du SAScore et les valeurs du
CLScore. Les auteurs proposent un seuil des valeurs de CLScore fixé a 3.3. Les valeurs

associées aux molécules synthétisables sont supérieures a ce seuil.

Rétro-synthése La rétro-syntheése constitue une fagon plus précise et plus complexe
d’évaluer la synthétisabilité des molécules. Cela consiste a chercher une route de synthese,
c’est-a-dire une séquence de réactions chimiques permettant d’effectuer la synthese a partir
d’une base de molécules disponibles. Le cotit de la rétro-synthese peut étre tres élevé car
I’association de I’ensemble de réactions et de I’ensemble de molécules forment une tres
grande combinatoire. [GENHEDEN et al. 2020] proposent un outil de rétro-synthése nommé
AiZynthFinder qui est basé sur une recherche par Monte-Carlo tree search [BROWNE et

al. 2012] assistée par un réseau de neurones. Cette approche permet de réduire le cotit de
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calcul nécessaire. Selon les auteurs, il faut toutefois compter 10 secondes en moyenne pour
I’évaluation d’'une molécule. Dans un contexte d’optimisation moléculaire, cela représente
un cofit tres élevé. Par conséquent, nous n’utiliserons pas d’approche de ce genre au sein

de nos travaux.

Propriétés moléculaires

Nous présentons désormais plusieurs propriétés moléculaires dont nous serons amenés
a étudier 'optimisation au sein de ce mémoire. Deux de ces propriétés peuvent étre calcu-
lées a faible cofit. Elles proviennent du domaine de la chimie pharmaceutique bien qu’elles
ne correspondent pas tout a fait a des objectifs réalistes pour la découverte de médica-
ments. Elles sont communément utilisées pour évaluer les performances des méthodes de
génération moléculaire. Les deux autres propriétés sont étudiées pour la chimie des ma-
tériaux moléculaires, et dépendent de calculs cotiteux. Elles ne correspondent pas en soi
a des objectifs réalistes, mais peuvent potentiellement étre intégrées dans la formulation

d’un probleme réaliste.

plogP Le plogP est une propriété moléculaire définie a partir d’une seconde propriété
nommée logP. Le logP correspond a une échelle de solubilité entre I’eau et 'octanol. Une
valeur de logP négative correspond a une meilleure solubilité dans l’eau, et une valeur
positive correspond au contraire a une meilleure solubilité dans 'octanol. 11 s’agit d’une
mesure expérimentale qui peut étre estimée automatiquement a partir d’'une méthode qui
prend en compte les contributions atomiques [WILDMAN et CRIPPEN 1999]. Il s’agit d’une
mesure importante pour la chimie pharmaceutique, car les médicaments ont typiquement
une valeur de logP au sein d’un intervalle précis.

La métrique plogP a été définie dans un contexte d’optimisation moléculaire [GOMEZ-
BOMBARELLI et al. 2016]. plogP signifie « penalized logP », ¢’est-a-dire « logP pénalisé »,
et est défini selon I’équation (1.11). Il correspond donc & la maximisation des valeurs
de logP, avec une pénalité fixée par le SAScore pour favoriser la génération de molécules
synthétisables, et une seconde pénalité pour limiter la présence de cycles de grandes tailles.
Cette derniere est définie comme penalité cycles(x) = max(taille_max(x) — 6,0), avec
taille_max(x) la taille du cycle de plus grande taille au sein de la molécule x. Souvent,
une variante normalisée du plogP est utilisée. Cette derniere correspond a la valeur de
I'équation (1.11) apres normalisation de logP(x), SAScore(z) et penalité_cycles(z) telle

qu’ils possedent une moyenne nulle et un écart-type unitaire sur un sous-ensemble de
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ZINC contenant 250 000 molécules.
plogP(z) = logP(z) — SAScore(z) — penalité_cycles(x) (1.11)

QED La métrique de QED est issue de la chimie pharmaceutique. QED correspond
a I'abréviation de « quantitative estimate of drug-likeness », que I'on peut traduire par
« estimation quantitative de la ressemblance aux médicaments » [BICKERTON et al. 2012].
Cette métrique est définie a partir de I’étude de 8 propriétés moléculaires typiquement
associées aux médicaments, a partir d’'un ensemble de médicaments issus de la base de
données ChEMBL. Parmi ces propriétés, on retrouve le nombre de cycles aromatiques et
la valeur de logP. La valeur de QED est définie entre 0 et 1. Pour correspondre a une valeur
de QED élevée, une molécule doit posséder pour les 8 propriétés une valeur au centre de
la distribution observée sur les médicaments de ChEMBL. Les auteurs montrent que des
médicaments connus possedent des valeurs de QED élevées. Précisons que cela ne signifie

pas qu'une molécule possédant une valeur élevée de QED est un médicament.

Energies HOMO et LUMO Nous étudierons également Poptimisation des valeurs
d’énergie HOMO et LUMO. Il s’agit de propriétés étudiées en chimie des matériaux mo-
léculaires organiques, et dont l’estimation dépend nécessairement de calculs en chimie
quantique comme la DFT. L’énergie HOMO correspond a 1’énergie de 1’électron de plus
haute énergie au sein de la molécule. L’énergie LUMO est une valeur virtuelle qui cor-
respond a l'énergie d'un électron qui viendrait s’ajouter au sein de la molécule. Nous
choisissons ce couple de propriétés car elles sont souvent étudiées de facon concomitante,
au sein d’'une propriété nommée « HOMO/LUMO gap », qui correspond a la différence
absolue entre ces deux propriétés. Cette derniere propriété peut permettre de caracté-
riser des problemes réalistes, notamment pour la recherche d’'un matériau moléculaire
organique photovoltaique. Dans le cadre de nos travaux, nous meénerons simplement des
optimisations indépendantes des énergies HOMO et LUMO, afin d’évaluer nos approches

dans le cadre de la chimie des matériaux moléculaires organiques.
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OPTIMISATION EVOLUTIONNAIRE DE
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2.1. Introduction

Dans ce chapitre, nous proposons et étudions un algorithme évolutionnaire pour 1’op-
timisation de propriétés moléculaires. Notre méthode est congue pour permettre ’optimi-
sation de propriétés moléculaires variées, dans le cadre tres large de la chimie organique.
Pour cela, nous prenons soin d’éviter d’intégrer des connaissances trop spécifiques a un
domaine de la chimie organique en particulier dans la version de base de notre méthode. I1
est cependant possible d’intégrer un biais volontaire afin de spécifier ’espace de recherche
accessible selon la volonté et les connaissances de I'utilisateur. Nous montrons que notre
approche est performante pour I'optimisation de nombreuses propriétés moléculaires. Nous
montrons l'interprétabilité de notre approche a travers une visualisation a posteriori de
la recherche sous la forme d’un arbre d’exploration. Finalement, nous étudions plusieurs

approches pour favoriser le réalisme des solutions générées.

2.1 Introduction

De fagon générale, 'objectif des chercheurs en chimie moléculaire consiste a rechercher
des molécules qui satisfont des propriétés moléculaires désirées, ainsi qu’'un ensemble de
contraintes supplémentaires telles que 1’accessibilité synthétique ou encore des contraintes
de non-toxicité ou de stabilité. La découverte de nouvelles cibles de synthese est un proces-
sus tres lent et cotiteux. Ces dernieres années, de nombreux travaux proposent d’utiliser
des méthodes issues du domaine de l'intelligence artificielle afin d’automatiser et d’accé-
lérer une partie de ce processus [L1U et al. 2017; YANG et al. 2019].

Depuis la fin des années 1990, de nombreux travaux sont basés sur des algorithmes
évolutionnaires pour ces problemes de génération moléculaire [DEVI et al. 2015]. Les scien-
tifiques identifient rapidement que cette approche est susceptible de générer des structures
complexes et peu réalistes. Pour cette raison, ces algorithmes sont basés majoritairement
sur des opérateurs de perturbation définis au niveau des fragments moléculaires et non
des atomes.

Récemment, de nombreux travaux proposent des méthodes de génération moléculaire
basées sur des modeles d’apprentissage profond [ELTON et al. 2019]. Leur développement a
été permis par la mise a disposition récente de jeux de données de grande taille en chimie
moléculaire [GAULTON et al. 2017; IRWIN et al. 2020 ; RAMAKRISHNAN et al. 2014].
L’intérét pour ces approches est justifié en partie par le fait qu’elles peuvent apprendre et
reproduire la distribution des propriétés d'un jeu de données, et qu’elles tendent a générer

des molécules plus réalistes [BROWN et al. 2019].
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En parallele, une nouvelle vague d’algorithmes évolutionnaires ont été proposés ces
dernieres années. Ceux-ci s’averent au moins aussi performants que les approches basées
sur I'apprentissage profond pour des problémes d’optimisation de propriétés moléculaires
[BROWN et al. 2019]. Parmi ces travaux, certains mettent également a profit des jeux
de données afin de promouvoir le réalisme des solutions générées. CReM [POLISHCHUK
2020] et LEADD [KERSTJENS et DE WINTER 2022] utilisent des fragments moléculaires
extraits dynamiquement de ChEMBL [GAULTON et al. 2017]. La fréquence d’application
des opérateurs de mutation de GB-GA [JENSEN 2019] est obtenue par analyse statistique
des caractéristiques correspondantes dans ZINC [IRWIN et al. 2020].

Dans ce chapitre, nous proposons un algorithme évolutionnaire pour ’optimisation de
propriétés moléculaires. Nous faisons ce choix pour la qualité espérée des performances
d’optimisation, mais également car nous souhaitons proposer une méthode générique pou-
vant étre adaptée a faible colit a des problemes d’optimisation tres différents issus de
différents domaines de la chimie organique. En outre, nous montrons que nos choix de
conception permettent la génération de visualisations interprétables pour les utilisateurs
chimistes. Finalement, nous étudions différentes approches pour favoriser le réalisme des
solutions générées; sous la forme d’un terme inséré dans la fonction objectif ou d’une

contrainte binaire restreignant 1’espace de recherche accessible.

2.2 EvoMol : un algorithme pour l’optimisation de

propriétés moléculaires

2.2.1 Conception de notre approche

Nous concevons notre approche dans 'objectif qu’elle puisse répondre a plusieurs ca-
ractéristiques qui nous semblent importantes. En particulier, nous attendons de notre
approche qu’elle permette de traiter des problemes divers, qu’il existe des mécanismes
permettant de controler les biais intégrés a la recherche, et qu’elle soit au maximum
interprétable. Ces caractéristiques justifient le choix de concevoir un algorithme évolu-
tionnaire, mais également certains choix de conception que nous détaillerons dans la suite

de ce chapitre.

Généricité En premier lieu, nous souhaitons proposer une méthode générique au sens

qu’elle doit pouvoir étre appliquée efficacement a des problemes issus de différents do-
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maines de la chimie et plus précisément de la chimie organique. Nous nous intéresserons
en particulier a des problemes issus du domaine de la chimie pharmaceutique ainsi qu’a
des problemes issus du domaine de la chimie des matériaux moléculaires organiques. La
chimie pharmaceutique est le domaine d’application le plus étudié dans la littérature des
méthodes de génération moléculaire. La chimie des matériaux moléculaires organiques
correspond a notre domaine d’application cible. Cette généricité est traduite par la limi-
tation des hypotheses sur I’espace de recherche dans la version de base de notre algorithme.
Cela signifie qu’au maximum, nous évitons de faire des choix de conception adaptés a un
domaine de la chimie en particulier, et également que nous évitons que notre approche
soit dépendante d’un jeu de données moléculaires dans sa version de base. Cet objectif
de généricité est également traduit par la conception et la mise a disposition d’une im-
plémentation de notre méthode tres facilement adaptable a tout probleme d’optimisation
moléculaire exprimé sous la forme d’une fonction objectif et d'une spécification de 'espace

de recherche.

Controle des biais Pour résoudre un probleme d’optimisation moléculaire en parti-
culier, il est souvent bénéfique d’intégrer a la méthode de résolution une connaissance
métier apportée explicitement par un expert ou implicitement par un jeu de données
moléculaires. Cette connaissance peut par exemple correspondre a une spécification de
I'espace de recherche (taille des molécules, types d’atomes, etc.) ou & une sélection perti-
nente d’opérateurs de perturbation. Cette connaissance peut également étre extraite d’'un
jeu de données, par exemple en favorisant la génération de caractéristiques moléculaires
représentées dans un jeu de données en particulier. Dans le cadre de notre approche, nous
cherchons a pouvoir intégrer ces biais de maniére explicite et controlée. Ceux-ci peuvent
étre intégrés notamment par la spécification des parametres de recherche (spécification de
I'espace de recherche et des opérateurs de perturbation), au sein de la fonction objectif

ou encore sous la forme d’une population initiale.

Interprétabilité Nous souhaitons également proposer une approche permettant aux
utilisateurs du domaine d’application d’étudier les chemins parcourus dans 1’espace mo-
léculaire lors de la recherche. Nous espérons en particulier que cela permette d’étudier les
relations entre structures et propriétés moléculaires. Nous espérons qu’en plus des molé-
cules proposées a la fin de la procédure d’optimisation, les chimistes aient la possibilité de

tirer des connaissances de la recherche et d’en avoir une meilleure compréhension. Nous
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proposerons en particulier une visualisation de la recherche a posteriori sous la forme d'un

arbre d’exploration.

2.2.2 Espace de recherche
Représentation sous forme de graphe moléculaire

Nous choisissons de représenter les molécules comme des graphes moléculaires. Cela
va nous permettre de définir dans la section suivante de ce chapitre un voisinage intui-
tif et facilement compréhensible pour des chimistes, basé sur des transformations locales
du graphe moléculaire. Comme nous l’avons exposé au sein du chapitre précédent, nous
considérons des graphes moléculaires avec représentation implicite des atomes d’hydro-
gene. Cela va nous permettre de simplifier la définition du voisinage moléculaire, puisque
cela revient a manipuler uniquement les atomes lourds. Ces derniers sont liés automa-
tiquement a des atomes d’hydrogene lorsque la somme de leurs liaisons n’atteint pas la

valence attendue.

Pour qu’un graphe moléculaire soit considéré comme valide, deux conditions doivent
étre respectées. D’abord, les regles de valence doivent étre respectées. Cela correspond au
concept de validité sémantique décrit dans le Chapitre 1. Puisque les atomes d’hydrogene
sont considérés implicitement, la valence de tous les atomes est toujours atteinte et un
atome ne peut « manquer » d’'une ou de plusieurs liaisons. Il doit toutefois étre vérifié
qu’aucun atome ne forme plus de liaisons que possible selon son type lorsque les graphes
moléculaires sont manipulés. Ensuite, il doit également étre vérifié que le graphe molécu-
laire est connexe, c¢’est-a-dire qu’il ne représente pas plusieurs molécules distinctes en son
sein. Si la valence d’un graphe moléculaire est respectée et qu’il est connexe, alors il est

valide.

L’espace de recherche que nous considérons est donc celui des graphes moléculaires
valides. Par mesure de simplicité, nous serons amenés a parler simplement d’espace des
graphes moléculaires. Nous détaillons les mécanismes permettant d’assurer la validité des
graphes moléculaires dans la section 2.2.3 qui décrit les opérateurs de perturbation du
graphe moléculaire (ou actions sur le graphe moléculaire) que nous proposons. L’espace
de recherche des graphes moléculaires est paramétré par la taille des molécules ainsi que
par les types d’atomes considérés. Nous exprimons la taille des molécules par rapport au

nombre d’atomes lourds qui sont contenus.
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Espace de recherche sous contraintes

Nous définissons au sein de notre méthode d’optimisation évolutionnaire un ensemble
de mécanismes permettant de restreindre I’espace de recherche accessible. Ces mécanismes

sont les suivants.

Restriction de ’espace de recherche selon des contraintes Notre algorithme
offre d’abord la possibilité d’intégrer une contrainte binaire sur les solutions, afin de
restreindre I’espace de recherche accessible. Nous définissons cette contrainte sous la forme
d’une fonction f.,¢ assignant une valeur booléenne a tout graphe moléculaire. Lors de la
recherche de solutions améliorantes par 'application des opérateurs de perturbation, les
solutions mutantes invalides selon f..,; seront ignorées. Ces contraintes nous permettront
notamment de définir un filtrage de 1’espace de recherche dans 1’objectif d’améliorer le
réalisme des solutions en section 2.4. Par défaut toutes les solutions sont accessibles,

c’est-a-dire que feone st défini comme feoni () = Vrai pour toute solution z.

Liste taboue Nous intégrons a notre algorithme la possibilité d’intégrer préalablement
a la recherche une liste de solutions Li,ho, ne pouvant pas étre générées. Cette liste est
nommée taboue en référence aux méthodes de recherche taboue. Dans le cadre de nos

travaux, nous utiliserons ce parametre au sein du Chapitre 4.

Gel du graphe moléculaire Nous intégrons également a notre algorithme la possibilité
de filtrer les perturbations du graphe moléculaire applicables en fonction d’une étiquette
marquant certains atomes du graphe moléculaire. L’objectif est de définir la possibilité
de « geler » certains atomes d’une molécule, de sorte qu’ils ne puissent pas étre modifiés
ni supprimés par la procédure d’optimisation. On souhaite qu’il soit tout de méme pos-
sible de brancher de nouveaux atomes aux atomes gelés. Nous définissons pour cela une
contrainte supplémentaire limitant la validité des perturbations du graphe moléculaire
en fonction d'une liste Ly des atomes gelés. Nous décrivons le fonctionnement de cette
contrainte dans la section suivante, apres avoir défini les actions sur le graphe molécu-
laire qui correspondent a ces perturbations. Nous illustrons une application de ce filtre en

section 2.3.3.
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FIGURE 2.1 — Application des actions sur le graphe moléculaire a la molécule de 2-
Formylpyrinide (au centre), en utilisant un espace de recherche défini a partir de ’ensemble
d’atomes lourds {C, N, O, F'}. Seules les applications d’actions correspondant & un graphe
moléculaire valide sont considérées. La coloration est utilisée pour faire apparaitre les
différences et non les types des atomes. Pour faciliter I'interprétation, les types d’atomes
ainsi que leurs symboles et leurs valences sont rappelés en partie supérieure gauche.
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2.2.3 Parcours de ’espace de recherche
Actions sur le graphe moléculaire

L’opérateur de mutation que nous définissons est basé sur 'application successive
d’une ou de plusieurs actions sur le graphe moléculaire. Ces actions permettent de définir
un voisinage moléculaire fin et intuitif pour des chimistes. Il peut en effet se rapporter
aux transformations qui ont lieu lors des réactions chimiques, bien que les actions ne

correspondent pas strictement a des réactions chimiques.

Actions primaires Nous définissons un ensemble d’actions sur le graphe moléculaire,
que nous classons en deux catégories. La premiere est celle des actions que nous consi-
dérons « primaires », c’est-a-dire dont le comportement est tres simple et qui définissent
un voisinage tres local. Ces actions sont décrites ci-dessous, et sont également illustrées
en Figure 2.1. Pour rappel, nous considérons une représentation implicite des atomes
d’hydrogene au sein des graphes moléculaires. Ainsi, les actions sur le graphe moléculaire
peuvent entrainer 1’ajout ou la suppression implicite d’atomes d’hydrogene.

— append atom : ajout d'un atome au graphe moléculaire, lié par une liaison simple
a un atome existant. Dans la Figure 2.1, un atome de type C, N, O ou F peut
étre ajouté a n’importe quel atome du graphe moléculaire dont la valence n’est pas
déja atteinte par des liaisons explicites. Cela correspond a la totalité des atomes
de carbone, a l'exception de I'atome du cycle qui est lié au groupe contenant un
atome de carbone et un atome d’oxygene.

— remouve atom : suppression d'un atome du graphe moléculaire, ainsi que des liaisons
auxquelles il est associé. Cette action peut étre appliquée uniquement aux atomes
dont la suppression ne mene pas a la séparation du graphe moléculaire en plusieurs
composantes distinctes. Ainsi en Figure 2.1, tous les atomes de la molécule centrale
peuvent étre supprimés a ’exception de ’atome de carbone qui ne fait pas partie
du cycle et de I'atome de carbone du cycle auquel il est lié.

— change bond : changement du type d’une liaison. Nous considérons ici 1’absence
de liaison comme un type de liaison, que 'on peut considérer de type nul. Ainsi,
cet opérateur permet de créer et supprimer des liaisons. Toute liaison de type
{nul, simple, double, triple} peut étre transformée en une liaison d’un autre type,
a condition que la valence des atomes impliqués dans cette liaison demeure res-

pectée et que la suppression d’une liaison n’implique pas la séparation du graphe
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moléculaire en plusieurs composantes distinctes.

Actions secondaires La seconde catégorie d’actions sur le graphe moléculaire est celle
des actions que l'on considere « secondaires ». Celles-ci ne permettent pas d’atteindre
des portions supplémentaires de ’espace moléculaire, mais définissent un voisinage plus
complexe qui permet d’effectuer des altérations plus importantes mais toujours compré-
hensibles et intuitives. Ces actions sont décrites ci-dessous, et sont également illustrées en

Figure 2.1.

— substitute atom : changement du type d’'un atome du graphe moléculaire. Tout
atome lourd peut étre transformé en un atome lourd d'un autre type, a condition
que sa valence soit toujours respectée. En Figure 2.1, on observe par exemple que
I’atome d’azote formant déja trois liaisons explicites peut étre transformé en atome
de carbone, de valence 4. Il ne pourrait en revanche pas étre transformé en atome
d’oxygene, de valence 2.

— insert carbon : insertion d'un atome de carbone entre deux atomes qui partageaient
précédemment une liaison simple, double ou triple. La liaison initiale est détruite et
est remplacée par deux liaisons simples. L’intérét de cette action est qu’elle permet
d’agrandir simplement des chaines d’atomes ou des cycles. Il s’agit d'une opération
relativement complexe qui sans cet opérateur nécessiterait 'application successive
d’un certain nombre d’actions primaires.

— cut atom : suppression d’'un atome d’une chaine tout en reconstruisant les liaisons
nécessaires pour conserver la chaine. L’atome supprimé doit étre lié a exactement
deux atomes, qui ne doivent eux-mémes pas étre liés entre eux. Une liaison simple
est créée entre ces derniers a l'issue de la suppression. Nous n’avons pas retenu la
possibilité de créer une liaison double ou triple car le type de la liaison pourra étre
transformé ultérieurement par ’application de 'action change bond. Cette action
permet de raccourcir une chaine d’atomes ou un cycle.

— move group : déplacement d’un groupe d’atomes, en conservant le type de la liaison
déplacée. Toute liaison ne faisant pas partie d'un cycle permet de définir deux
groupes d’atomes, a ses deux extrémités. Cette liaison est coupée et chaque groupe
peut étre lié a tout atome de I'autre groupe dont les liaisons explicites et la valence
le permettent. Pour la molécule présentée en Figure 2.1, deux paires de groupes
peuvent étre extraites. Ces groupes sont représentés en Figure 2.2. Le groupe a

peut étre lié au groupe b uniquement par la liaison qui préexistait. Il en est de
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FIGURE 2.2 — Au centre, dessin moléculaire de la molécule de 2-Formylpyrinide avec deux
paires de ciseaux pour mettre en évidence les groupes pouvant étre déplacés selon I'action
move group. A gauche et & droite, les deux paires de groupes (a, b) et (c, d) en question.
Des pastilles de couleur font apparaitre les branchements possibles pour ces groupes.

méme pour le groupe c par rapport au groupe d ainsi que pour le groupe d par
rapport au groupe c. En revanche, le groupe b peut étre lié a 4 atomes différents
du groupe a si ’on ignore la position de la liaison qui préexistait. Cela correspond

aux 4 voisins de la molécule de 2-Formylpyrinide selon ’action move group.

Validité des solutions

Vérification de la validité des graphes moléculaires 1l est possible de filtrer a priori
I’ensemble des actions sur le graphe moléculaire applicables a une solution. La contrainte
de valence peut étre vérifiée simplement en filtrant toutes les mutations entrainant le
dépassement de la valence d'un atome du graphe (la somme des liaisons explicites dépasse
la valence maximale de 'atome en question). Il n’est pas nécessaire de vérifier qu'’il existe
un nombre minimal de liaisons puisque des liaisons implicites sont formées avec des atomes
d’hydrogene de sorte que la valence des atomes est toujours atteinte. Toutes les actions
sont susceptibles d’enfreindre la contrainte de valence, a 1’exception de remove atom qui
ne crée aucune liaison ni ne change le type d’'un atome, ainsi que insert carbon et cut
atom qui remplacent des liaisons quelconques par des liaisons simples.

La contrainte de connexité peut étre vérifiée en filtrant toutes les perturbations entrai-
nant la suppression d’une liaison qui est un pont du graphe moléculaire, c¢’est-a-dire dont
la suppression entraine I'augmentation du nombre de composantes connexes. Il existe des
algorithmes efficaces pour la détection des ponts, en complexité linéaire [SCHMIDT 2013].

Dans notre implémentation, nous utilisons pour cela I'implémentation de la bibliotheque
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NetworkX [HAGBERG et al. 2008]. Les actions susceptibles d’altérer la connexité du graphe

moléculaire sont remove atom et change bond.

Contraintes sur 1’espace de recherche

Gel du graphe moléculaire La contrainte de gel du graphe moléculaire implique de
définir un filtre spécifique des actions applicables. Pour rappel, nous laissons la possibilité
de « geler » un ensemble d’atomes du graphe moléculaire de sorte qu’ils ne puissent pas
étre modifiés ni supprimés, mais qu’ils puissent toutefois former de nouvelles liaisons s’ils
disposent d’électrons non appariés a des atomes lourds. Ce filtre est défini de la fagon
suivante, avec Lyq la liste des atomes gelés. Les actions remove atom, substitute atom et
cut atom ne peuvent étre appliquées que sur des atomes n’appartenant pas a Lge. De
plus, les actions change bond, insert carbon et move group ne peuvent étre appliquées que
si la liaison sur laquelle elles sont appliquées implique au moins un atome n’appartenant

pas & Lyl

Gestion des charges Les actions sur le graphe moléculaire que nous avons définies
ne permettent pas de créer des charges sur les atomes des molécules, car cela serait sus-
ceptible d’entrainer la génération d’une forte proportion de molécules tres peu réalistes.
Les atomes chargés tendent en effet a se retrouver uniquement dans certains groupes
d’atomes typiques, tels que le groupe nitro évoqué dans la section 1.1.2 de ce mémoire.
Cependant, nous définissons une procédure supplémentaire permettant d’appliquer les ac-
tions précédemment définies sur des molécules contenant des charges. Dans ce contexte,
les actions sur le graphe moléculaire ne peuvent pas s’appliquer sur les liaisons impliquant
des atomes chargés, a I'exception de 'opérateur de suppression des atomes. Ainsi, des mo-
lécules contenant des charges peuvent étre comprises dans la population initiale de notre
algorithme évolutionnaire. Les charges seront alors conservées ou supprimées pendant la

recherche.

Opérateur de mutation

Nous définissons une mutation comme étant 'application successive d’une ou plusieurs
actions sur le graphe moléculaire. La possibilité d’effectuer des mutations constituées de
plusieurs actions est donnée afin de favoriser la capacité de la procédure d’optimisation

a échapper a des minimums locaux, si aucun améliorant n’existe dans un voisinage tres
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proche. Lorsqu’une mutation doit étre appliquée, sa profondeur (le nombre d’actions suc-
cessives) est tirée aléatoirement entre 1 et un parametre définissant la profondeur maxi-
male. En fonction de la profondeur de la mutation, les actions sont successivement tirées
aléatoirement puis appliquées. Le tirage aléatoire de chaque action est effectué de la fagcon
suivante. Le type de 'action (append atom, remove atom, etc.) est d’abord tiré selon une
loi uniforme. Puis, 'action qui sera appliquée est tirée aléatoirement parmi la liste des
perturbations valides selon les contraintes de connexité, de valence et de gel du graphe
moléculaire pour le type d’action en question selon I’état de I'individu muté.

Nous ne définissons en revanche pas d’opérateur de recombinaison. L’utilisation ex-
clusive de 'opérateur de mutation qui est basé sur les actions sur le graphe moléculaire
correspond a une exploration de l’espace de recherche par voisinage direct. Nous sou-
haitons étudier les performances d’optimisation de notre approche dans ce contexte. De
plus, 'absence d’opérateur de recombinaison facilite la définition de visualisations inter-
prétables de 1'espace de recherche exploré, sous la forme d’un arbre d’exploration (voir les
Figures 2.4 et 2.10).

2.2.4 Algorithme

Nous décrivons désormais le fonctionnement de notre algorithme évolutionnaire. Préci-
sons que nous préférons parler d'un algorithme évolutionnaire plutot que d’un algorithme
génétique en raison de choix que nous avons effectués lors de sa conception. En particulier,
nous choisissons une représentation des solutions sous forme de graphe moléculaire, ce qui
differe de la représentation binaire classiquement attendue d'un algorithme génétique. De
plus, notre algorithme n’utilise pas d’opérateur de recombinaison, opérateur qui est ty-
piquement attendu d’un algorithme génétique. Pour ces raisons, nous utilisons le terme
d’algorithme évolutionnaire, qui est plus générique.

Le fonctionnement de notre algorithme évolutionnaire est détaillé en Algorithme 1.
Dans un premier temps, les parametres de la recherche doivent étre spécifiés. L’espace de
recherche est caractérisé a travers le choix des actions sur le graphe moléculaire utilisées
au sein de 'opérateur de mutation, de ’ensemble des atomes lourds considérés et de la
taille maximale des solutions en nombre d’atomes lourds. De plus, des contraintes binaires
définies par la fonction feone et la liste Liapon peuvent étre définies afin de restreindre
I'espace des solutions accessibles. Le probleme a résoudre est caractérisé sous la forme
d’une fonction objectif fop;, et les parametres internes de 1'algorithme sont spécifiés. Nous

considérons par défaut que la fonction objectif doit étre maximisée, sauf mention contraire.
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Algorithme 1 Algorithme évolutionnaire pour I'optimisation de propriétés moléculaires
entrée: S I'espace de recherche (types d’atomes, taille max. des molécules),
Scont 1’espace S contraint par feont, Ltabou €t Lgel,
fobj la fonction objectif,
TaillePopMaz la taille maximale de la population,
TailleLot le nombre d’individus devant étre remplacés a chaque étape
init. de la population pop de taille < TaillePopMazx
tant que le critere d’arrét n’est pas atteint faire
tri de la population pour obtenir la pile P des individus a muter a I’étape courante
sélection de la liste L d’individus a remplacer a ’étape courante, de taille TailleLot
pour chaque individu ind de la liste L faire
répéter
si P n’est pas vide alors
¢ < sommet(P)
recherche améliorant mut € Scone de ind selon fq,; par mutation de ¢
si un améliorant mut est trouvé alors
remplacer ind par mut dans la population
fin si
dépiler(P)
fin si
jusqu’a ce qu'un améliorant soit trouvé ou que la pile P soit vide
fin pour
fin tant que
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Pour rappel, il suffit de considérer 'opposé de la fonction objectif pour transformer un
probléme de minimisation en probleme de maximisation. La derniére étape nécessaire
avant le démarrage de la recherche consiste a sélectionner la population initiale. Cette
sélection peut étre une facon d’intégrer de la connaissance sur le probleme d’optimisation,
si des bonnes solutions ou des structures moléculaires pertinentes sont connues. La taille
effective de la population initiale peut étre inférieure au parametre définissant la taille
maximale de la population. Dans ce cas, la population initiale comprend également un
ensemble d’individus fictifs non définis ayant une valeur de la fonction objectif égale & —oo ;

ces derniers seront ainsi remplacés en priorité dans les premieres étapes de ’algorithme.

La procédure d’optimisation consiste ensuite a effectuer successivement des étapes
de remplacement d’un ensemble d’individus de la population, jusqu'a ce qu’un critere
d’arrét soit atteint. Dans nos travaux, nous utiliserons comme critere d’arrét une limite
sur le nombre d’étapes d’optimisation ou sur le nombre d’appels a la fonction objectif.
A chaque étape, des individus sont sélectionnés pour étre remplacés par des améliorants
obtenus par mutation d’'une pile d’individus. Ainsi, une liste L de TuilleLot individus
susceptibles d’étre remplacés est sélectionnée en début d’étape. Les individus sélectionnés
sont les TuilleLot individus possédant les valeurs de fonction objectif les plus faibles. Si la
taille effective de la population est inférieure au parametre de taille maximale, cette liste
contient des individus non définis, et la taille effective de la population augmentera donc

en fin d’étape.

Pour remplacer un individu ind de L par un améliorant, on examine les mutations
possibles des individus de la population courante. On considere la population courante
comme une pile P triée selon les valeurs décroissantes de la fonction objectif, de sorte
que les individus mutés en priorité sont les individus possédant les plus hautes valeurs
de fonction objectif. Pour chaque individu que I'on souhaite remplacer, on recherche un
améliorant par mutation de l'individu au sommet de la pile. Si un améliorant est trouvé,
nous effectuons le remplacement dans la population. Sinon, un améliorant est cherché par
mutation de I’élément suivant dans la pile. Si la pile est vide, alors I'étape courante est
interrompue, sans que TuailleLot individus aient pu étre remplacés. Dans ce schéma, le

nombre d’individus qui seront mutés ne peut étre prévu a ’avance.

Lorsque la population initiale contient moins de solutions définies que la valeur du
parametre TuailleLot, la pile P ne contient pas suffisamment de solutions candidates a la
mutation pour que TailleLot individus puissent effectivement étre remplacés. Le nombre

d’individus remplacés est donc le minimum entre la taille effective de la population et
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TailleLot (en considérant que des améliorants sont obtenus avec succes). Ainsi, si la po-
pulation a l'initialisation contient 1 individu défini et que le parametre TailleLot est fixé

a 10, elle en contiendra 2 a I’étape suivante, puis 4, puis 8, puis 16, puis 26, 36, 46, etc.

Algorithme 2 Recherche d'une solution améliorante

entrée: S I'espace de recherche (types d’atomes, taille max. des molécules),
Scont 1’espace S contraint par feont, Liabou €t Ligel,
fob; la fonction objectif,
pop la liste des individus au sein de la population courante,
ind la solution dont on cherche un améliorant,
¢ I'individu candidat a la mutation,
EssaisMaz le nombre d’essais maximal pour chercher un améliorant
répéter
mutation de ¢ avec respect de la contr. définie par Ly pour obtenir la sol. mut € S
si- ((fop(mut) > fop;(ind)) et (fuoni(mut)) et (mut ¢ Liapow Upop)) alors
un améliorant mut € Scone a été trouvé
fin si
jusqu’a ce que FEssaisMaz essais aient été effectués ou qu'un améliorant ait été trouvé

La procédure de recherche de solutions améliorantes est formalisée dans I’ Algorithme 2.
Elle dépend d’un parametre supplémentaire EssaisMaz qui définit le nombre maximal de
tentatives effectuées pour chercher une solution améliorante d’une solution notée ind par
la mutation d’un individu noté c. La procédure de génération est effectuée en deux temps
afin de garantir que les individus générés respectent l’ensemble des contraintes. Cela est
di au fait que le respect d’une partie des contraintes peut étre garanti des la mutation par
filtrage des actions sur le graphe moléculaire, tandis que le respect des autres contraintes
ne peut étre vérifié qu’apres 'application de la mutation.

Les contraintes qui sont garanties par filtrage des actions lors de la mutation sont la
validité du graphe moléculaire et le gel du graphe moléculaire. La validité du graphe molé-
culaire qui correspond au respect de la valence et au respect de la contrainte de connexité
(voir la section 2.2.3) est ici sous-entendue. Nous faisons en revanche apparaitre de ma-
niere explicite dans I'algorithme I'application de la contrainte de gel du graphe moléculaire.
Apres qu'une solution appartenant a I’espace des graphes moléculaires valides et respec-
tant la contrainte de gel a été générée, nous vérifions qu’il s’agit d’'un améliorant de la
solution qui doit étre remplacée, qu’elle respecte la contrainte f..n; et qu’elle n’appartient
pas a la liste taboue ni a la population courante. Cette derniére contrainte est définie

pour garantir que la recherche ne converge pas vers une unique solution et pour garantir
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I'unicité des individus de la population. Si une solution mutante ne respecte pas I'une de
ces conditions, elle est ignorée et une nouvelle tentative est effectuée si le nombre maximal

de tentatives n’est pas atteint.

Implémentation Une implémentation en langage Python de notre algorithme est mise
a disposition sous licence libre sur GitHub!. Elle dépend notamment de la bibliothéque
RDKit, pour représenter et traiter les molécules [LANDRUM 2010]. Notre implémentation
est pensée pour étre utilisable simplement par des utilisateurs du domaine d’application.
Une interface sous forme de dictionnaire permet de décrire la fonction objectif et de spéci-
fier '’ensemble des parametres de 'algorithme. Cette interface est documentée sur la page
GitHub. A titre d’exemple, nous reportons ci-dessous le code permettant de reproduire
I’expérience de maximisation des valeurs de QED avec une population de taille 1000 que
nous présentons en section 2.3.1. Le programme peut étre lancé avec une utilisation mini-
male de code. Il est également possible d’utiliser en tant que fonction objectif une fonction

Python quelconque évaluant une molécule.

1 from evomol import run_model
3 run_model ({
| "obj_function": "qed", # Fonction objectif

5 "optimization_parameters": {

6 "pop_max_size": 1000, # Parametre TaillePopMax

7 "max_steps": 1500, # Critere d’arret (etapes)

8 "mutation_max_depth": 2, # Profondeur max. des mutations
9 "k_to_replace": 10 # Parametre TailleLot

10 },

11 "action_space_parameters": {

12 "atoms": "C,N,0,F,P,S,Cl,Br", # Types des atomes lourds

13 "max_heavy_atoms": 38 # Taille max. des solutions

14 }

1. https://github.com/jules-leguy/EvoMol
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2.3  Evaluation

2.3.1 Optimisation de propriétés peu coiiteuses

Nous proposons d’étudier les performances d’EvoMol pour la maximisation de plu-
sieurs propriétés moléculaires communément optimisées dans la littérature, a savoir le
logP pénalisé (plogP), sa variante normalisée, et la QED (voir la section 1.4 de ce mé-
moire). Ces trois propriétés peuvent étre calculées selon un cofit tres faible. Nous utilisons
I'optimisation des valeurs de QED en tant qu’expérience de référence a travers les diffé-
rents chapitres de ce mémoire. Nous comparons les résultats obtenus a plusieurs méthodes
de Iétat de l'art, présentées en section 1.3. Parmi ces méthodes, ChemGE [YOSHIKAWA
et al. 2018] et I'approche proposée par [NIGAM et al. 2020] sont des algorithmes évolu-
tionnaires basés sur une représentation des molécules sous forme de texte. GB-GA est
un algorithme évolutionnaire basé sur une représentation sous forme de graphe molécu-
laire. Il s’agit de la méthode la plus proche d’EvoMol. Une différence importante est que
GB-GA dispose d'un opérateur de recombinaison [JENSEN 2019]. MSO est un autre al-
gorithme métaheuristique, d’optimisation par essaim particulaire [WINTER et al. 2019].
MolDQN [ZHOoU et al. 2019], GCPN [YOU et al. 2018] et les travaux proposés par [ZHANG
et al. 2019] sont des algorithmes d’apprentissage par renforcement basés sur des modeles

d’apprentissage profond.

Conditions expérimentales

Nous étudions les performances d’optimisation en faisant varier certains des para-
metres de 'algorithme. En particulier, nous choisissons d’effectuer deux jeux d’expé-
riences distincts utilisant une taille de population (7TaillePopMaz) de 1 et 1000. Dans
le cas ou la population ne contient qu'un individu, notre algorithme se comporte comme
un hill-climber avec sélection du premier améliorant, c¢’est-a-dire qu'une unique solution
est améliorée par voisinage local et qu’aucune stratégie n’est utilisée pour échapper aux
minimums locaux. La recherche s’effectue dans un espace relativement large de la chimie
organique, avec des solutions pouvant contenir des atomes lourds de type C, N, O, F, P,
S, Cl et Br. Les types d’atomes ayant une influence importante sur les valeurs du plogP
(voir résultats), nous effectuons également un second jeu d’expériences avec un espace
moléculaire dont les atomes lourds sont restreints a ’ensemble {C, N, O, F}. La popula-

tion initiale de toutes les expériences est initialisée avec une unique molécule de méthane
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Méthode QED plogP plogP normalisé

ChemGE* 5.88

GB-GA 7.40

GCPN 0.948 7.98

MolDQN 0.948 11.84

[ZHANG et al. 2019] 0.954  12.96

MSO* 0.948 26.8

[INIGAM et al. 2020]* 20.72

EvoMol pop. 1 0.922  14.49 11.19
pop. 1000 | 0.948  18.06 13.79

EvoMol {C, N, O, F} pop. 1 0.902  13.88 11.19
pop. 1000 | 0.948  13.88 11.19

TABLE 2.1 — Meilleures valeurs obtenues pour I'optimisation de la QED, du plogP et du
plogP normalisé. Les valeurs reportées pour les méthodes de 1’état de 'art sont tirées des
articles originaux. Les résultats pour EvoMol correspondent a la moyenne du maximum
obtenu sur 10 exécutions indépendantes. *Absence de limite sur la taille maximale des
molécules ou limite élevée, les valeurs des propriétés dépendant du logP sont reportées en
italique a titre indicatif.

(c’est-a~dire contenant pour seul atome explicite un atome de carbone). Cela permet d’in-
tégrer une connaissance minimale sur le probléme devant étre résolu. Afin d’obtenir des
résultats comparables a la majorité des travaux de I'état de I'art, I'espace moléculaire
est restreint aux molécules contenant jusqu’a 38 atomes lourds. Toutes les actions sur les
graphes moléculaires sont utilisées pour définir I'opérateur de mutation. Le parametre de
profondeur maximale de mutation est fixé a 2. Cela signifie qu'une mutation consiste a
appliquer aléatoirement une ou deux actions sur le graphe moléculaire. Le nombre d’indi-
vidus remplacés a chaque étape (TailleLot) est fixé a 1 lorsque la population ne contient
qu’un unique individu, et a 10 lorsqu’elle en contient 1000. Au plus 50 tentatives (Essais-
Mazx) sont effectuées pour la recherche d’un améliorant. La procédure d’optimisation est

stoppée apres 1500 étapes, et toutes les expériences sont effectuées 10 fois.

Résultats

Les résultats sont présentés en Table 2.1. Les résultats pour les méthodes de la lit-
térature sont tirés des articles originaux. Toutes les méthodes présentées définissent une
taille maximale comparable des molécules (38 atomes lourds), a 1’exception des méthodes
marquées d’'une étoile. Ces dernieres sont évaluées sans limite de taille des molécules ou

avec une limite élevée. La taille des molécules ayant une influence importante sur la valeur
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du plogP, cela doit étre pris en compte pour analyser les résultats. Les scores de ces trois
approches pour cette propriété sont donc reportés a titre indicatif. Précisément, ChemGE
et MSO ne définissent pas de limite, tandis que [NIGAM et al. 2020] utilisent une limite sur
la taille de la représentation SMILES de la molécule, qui ne peut dépasser 81 caracteres.

Cette limite peut mener a la génération de molécules contenant jusqu’a 81 atomes lourds.

Dans les conditions d'un hill-climber, EvoMol permet d’obtenir des solutions de scores
élevés, et surpasse méme les méthodes de la littérature comparables pour I'optimisation du
plogP. Dans la plupart des cas, I'utilisation d’'une population de taille supérieure permet
comme attendu d’obtenir de meilleures solutions. Pour 'optimisation du plogP, il apparait
(voir Figure 2.3) que les meilleures solutions sont des chaines de carbone (alcanes) quand
I’espace de recherche est restreint aux molécules contenant des atomes lourds parmi 1’en-
semble {C, N, O, F}. Il s’agit d'un résultat cohérent puisque ces molécules sont en effet
tres solubles dans 'octanol et ont une pénalité de synthétisabilité faible puisque les alcanes
sont considérés comme une matiere premiere. Lorsque 1'espace de recherche est étendu,
I'insertion d’atomes de S, P, Cl et Br en bout de chaine permet d’augmenter le score.
Ce comportement est plus inattendu chimiquement, et est lié a la fagcon dont la valeur
de logP est estimée, ¢’est-a-dire comme une somme de contributions atomiques favorisant
grandement les atomes de soufre, de brome et de phosphore [WILDMAN et CRIPPEN 1999].
L’observation de ces meilleures solutions permet facilement de comprendre pourquoi deux
des trois méthodes n’appliquant pas de limite sur la taille des molécules ou appliquant une
limite supérieure obtiennent des valeurs de plogP plus élevées. Les solutions qu’elles ob-
tiennent sont des chaines de carbone et/ou de soufre ou d’autres hétéroatomes contenant

simplement plus d’atomes.

Concernant I'optimisation de la QED, notre approche permet d’obtenir des résultats
trés comparables a la littérature, a I'exception d’'une méthode ([ZHANG et al. 2019]) qui
obtient une valeur supérieure, dont la solution associée n’est pas donnée dans 'article pré-
sentant les résultats. L’analyse des solutions obtenues (voir Figure 2.3) montre que 1'op-
timisation de cette propriété peut mener vers des solutions tres peu réalistes, contenant
une proportion importante d’hétéroatomes. Ces solutions possedent une concentration im-
portante de caractéristiques typiques des médicaments (atomes donneurs et accepteurs de
liaisons hydrogene, cycles aromatiques, liaisons permettant une rotation), mais ne forment
pas un médicament réaliste. L’évaluation de cette métrique dépend de RDKit, qui effectue
une interprétation de 'aromaticité basée sur la régle de Hiickel (voir la section 1.1.1 de ce

mémoire). Or, il s’agit d'un cas limite de cette regle, et les chimistes qui analyseraient les
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QED : 0.948 (C9H10BrN203P) QED : 0.948 (C9H10BrN203P) QED : 0.948 (CO9H10BrN203P)
plogP : 17.720 (C14H29Br6CIP4S13) plogP : 17.698 (C14H29Br6CIP4S13) plogP : 17.684 (C15H31Br7P4512)
P e e Ve e Ve VS T T e g P N T Y\/\AMANM\/\ANV\)\
plogP (CNOF) : 13.877 (C38H78) plogP (CNOF) : 13.501 (C37H76) plogP (CNOF) : 13.290 (C38H78)

F1GURE 2.3 — Trois meilleures solutions obtenues pour 'optimisation la QED et du plogP
avec une population de taille 1000. Pour chaque ligne, les solutions sont tirées d'une unique
exécution tirée aléatoirement parmi les 10 exécutions de chaque expérience. La légende
des molécules indique I'expérience représentée et la valeur de propriété cible, ainsi que la
formule brute.

solutions présentées considéreraient certainement qu’il ne s’agit pas réellement de cycles

aromatiques.

Visualisation de I’exploration

Nous proposons en Figure 2.4 une visualisation de I'exploration qui a lieu lors de
I'optimisation des valeurs de QED. Chaque point représente une solution générée et insérée
dans la population lors de la recherche. Chaque aréte représente une mutation. Le point
de départ (méthane, de formule brute CHy) est mis en évidence par une fleche en gras.
Pour mieux comprendre la recherche, nous colorons les nceuds selon les valeurs de QED.
En particulier, il est intéressant de remarquer qu’il existe des solutions ayant donné lieu a
un grand nombre de mutants. Ces solutions sont repérables par les arcs de cercles qu’elles
forment par accumulation d’arétes et de nceuds. Leur présence est liée au fonctionnement
de notre algorithme, qui consideére en priorité les meilleures solutions dans la pile P des
individus candidats a la mutation. Les bonnes solutions sont susceptibles d’appartenir a
la téte de la pile pendant plusieurs étapes et sont donc plus susceptibles de générer une

quantité importante de descendants. Ces solutions sont progressivement abandonnées a
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FIGURE 2.4 — Arbre d’exploration pour la maximisation de la valeur de QED. Une aréte
représente la mutation liant deux solutions. Toutes les solutions qui ont fait partie de
la population sont représentées. Le point de départ (méthane) est indiqué a I’aide d’une
fleche. Les solutions sont colorées selon leur valeur de QED.

mesure que de meilleures solutions sont obtenues.

L’arbre d’exploration permet une certaine interprétabilité de la recherche effectuée par
notre algorithme, en mettant en évidence I'intensification effectuée dans le voisinage des
meilleures solutions connues a un moment donné de la recherche. Dans le Chapitre 3,
nous utiliserons cette représentation pour étudier l'effet de I'introduction d’une diversité
chimique au sein de la population, ce qui favorise I’exploration de I’espace de recherche au
détriment de l'intensification. Précisons que cette représentation est rendue possible par
le fait qu’il existe entre deux solutions de la population un lien uniquement basé sur une
mutation. Si un opérateur de recombinaison était utilisé, il deviendrait tres compliqué de

suivre les liens de parenté a 1’échelle de la population.
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2.3.2 Test sur le benchmark GuacaMol

Afin de comparer plus précisément notre algorithme avec les autres approches de la
littérature, nous choisissons de 1'évaluer selon le benchmark GuacaMol [BROWN et al.
2019]. 1l s’agit d'un benchmark de référence de la littérature qui a été proposé pour
uniformiser 1’évaluation des méthodes de génération moléculaire. En plus des méthodes
évaluées lors de sa proposition, GuacaMol a été utilisé comme référence pour I’évaluation
de nombreuses méthodes de génération moléculaire qui ont été proposées récemment.
Deux ensembles de taches d’optimisation sont proposés par GuacaMol. Le premier permet
d’évaluer la capacité des méthodes de génération a reproduire la distribution d’un jeu
de données de référence selon différentes métriques. Il s’agit d’un test congu avant tout
pour les méthodes de génération basées sur un modele d’apprentissage, dont la phase
d’apprentissage consiste a reproduire les solutions du jeu d’entrainement. Il serait difficile
de T'utiliser pour un algorithme évolutionnaire, puisque la fonction objectif évalue des
individus plutét que ’ensemble de la population et qu’il ne serait pas trivial de formaliser
une telle fonction pour ce probleme. Par conséquent, nous étudierons plutot le second
ensemble de taches d’optimisation permettant d’évaluer la capacité des méthodes a générer
des solutions satisfaisant un but.

20 taches d’optimisation sont définies. Trois taches consistent a redécouvrir une molé-
cule cible a I'aide d’une fonction de similarité. Trois autres taches consistent a redécouvrir
un ensemble de solutions similaires a une cible, a 'aide d’'un seuil appliqué a la fonc-
tion de similarité. Deux autres taches consistent a retrouver un ensemble d’isomeres a
partir d'une formule brute et d’une fonction évaluant la proximité avec la formule brute
cible. Deux isomeres sont deux graphes moléculaires différents possédant la méme for-
mule brute. Les douze taches restantes combinent un ensemble d’objectifs, et sont définies
comme une moyenne de plusieurs propriétés souvent contradictoires. Deux de ces taches
consistent a trouver une molécule « médiane », maximisant la similarité & deux molécules
différentes. Sept autres taches notées MPO (multi-property objective) consistent a trou-
ver une solution similaire & un médicament connu, tout en faisant varier une propriété
de ce médicament. Les trois dernieres taches combinent la nécessité de la présence ou
de 'absence de structures moléculaires prédéfinies avec des objectifs de similarité ou de
valeurs de propriété. La distance de Tanimoto sur des empreintes moléculaires est utilisée
pour former les objectifs de similarité (voir la section 1.1.3 de ce mémoire). Une fonction
gaussienne centrée sur la cible permet de définir les objectifs relatifs a 'obtention d’une

valeur cible pour une propriété moléculaire donnée. Chaque tache permet d’obtenir un
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score entre 0 et 1.

Au sein de I'article présentant GuacaMol, plusieurs approches d’optimisation sont com-
parées [BROWN et al. 2019]. Il s’agit notamment de 'algorithme évolutionnaire GB-GA,
ainsi que d'une approche basée sur un réseau de neurones récurrent pour la génération
de molécules sous la forme de SMILES [SEGLER et al. 2018]. Cette méthode, nommée
SMILES LSTM, consiste a entrainer le modele de génération sur un jeu de données de
référence, puis a effectuer itérativement un ré-entrainement du modele sur les solutions
générées correspondant le plus aux valeurs de propriété cible. Cela peut étre vu comme
une approche d’apprentissage par transfert mais également comme un algorithme de hill-
climbing appliqué a un modele d’apprentissage profond génératif. Nous nous intéressons
également aux résultats publiés ultérieurement pour deux métaheuristiques définies pour
I'optimisation de propriétés moléculaires, qui ont également été évaluées sur ce benchmark.
Il s’agit d’abord de I’algorithme MSO que nous avons déja étudié dans ce chapitre pour
I'optimisation des valeurs de QED et de plogP [WINTER et al. 2019]. Pour rappel, MSO
est un algorithme d’optimisation par essaim particulaire. Il s’agit également de la méthode
MolFinder, qui suit un algorithme de type CSA (conformational space annealing) [KWON
et LEE 2021]. 1l s’agit d’un algorithme proche d’un algorithme évolutionnaire mais qui
integre également des mécanismes permettant de contréler le taux d’exploration de I’es-
pace de recherche selon une mesure de la diversité au sein de la population. En section

1.3 de ce mémoire, nous avons présenté ces algorithmes de maniere plus précise.

Conditions expérimentales GuacaMol fournit un jeu de données de référence basé
sur ChEMBL, qui est utilisé comme jeu de données d’entrainement pour les méthodes
dépendant d’un modele d’apprentissage ou comme base pour la population initiale des
algorithmes évolutionnaires évalués. Nous suivons la méme méthodologie que GB-GA,
I’algorithme évolutionnaire évalué dans l'article présentant GuacaMol, c’est-a-dire que
pour chaque tache la population initiale est composée des 100 molécules du jeu de données
possédant les scores les plus élevés. Nous effectuons une expérience de référence utilisant
les mémes parametres que pour les expériences précédentes basées sur une population
de taille 1000. Pour rappel, le parametre de profondeur maximale de mutation est fixé a
2. Cela signifie qu'une mutation consiste a appliquer aléatoirement une ou deux actions
sur le graphe moléculaire. Le nombre d’individus remplacés a chaque étape (TailleLot)
est fixé & 10. Au plus 50 tentatives (EssaisMaz) sont effectuées pour la recherche d’un

améliorant. La procédure d’optimisation est stoppée apres 1500 étapes. Nous considérons
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ici I'espace de recherche des graphes moléculaires contenant jusqu’a 50 atomes lourds
parmi {C, N, O, F, P, S, Cl, Br}. Dans les résultats, cette expérience sera nommée
« Tous op. mut ». Nous effectuons deux expériences supplémentaires. La premiere a pour
but d’étudier I'impact des actions secondaires sur le graphe moléculaire, et consiste a
limiter 'opérateur de mutation aux actions primaires. La seconde a pour but d’étudier
I’apport de la connaissance apportée par la population initiale, et consiste a utiliser en
tant que population initiale la molécule de méthane uniquement. Pour ces expériences,
les parametres sont laissés a identique, a I'exception de (i) la mutation qui correspond
a I'application successive de jusqu’a 3 opérateurs afin d’améliorer la capacité a échapper
aux minimums locaux, et (ii) le nombre d’étapes d’optimisation qui est porté a 3000
puisqu’il est nécessaire d’appliquer plus de mutations pour arriver au méme état. Toutes

les expériences sont effectuées 10 fois.
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Tout d’abord, on peut observer que le score total de notre expérience de référence
(colonne Tous op. mut.) est supérieur a celui de SMILES LSTM, GB-GA et CReM, et
est tres proche des scores de MSO et MolFinder. Cela montre que notre méthode est
tres compétitive avec 1’état de I'art. La différence principale entre EvoMol et GB-GA est
I'utilisation d’un opérateur de recombinaison au sein de GB-GA. Les résultats indiquent
ici que I'opérateur de recombinaison n’est pas indispensable pour les taches évaluées. De
plus, la colonne Meilleure exécution montre que des résultats encore supérieurs sont sus-
ceptibles d’étre obtenus. Par ailleurs, il est intéressant de remarquer que notre méthode
est généralement plus performante que les autres approches sur les probléemes d’isomérie
(lignes 7 et 8). Il s’agit fondamentalement de problémes d’intensification, pour lesquels
notre approche est tres efficace grace a la localité des opérateurs de mutation. Notre ap-
proche est également la plus efficace pour les problemes MPO, selon la derniere ligne du
tableau qui représente les totaux obtenus pour ce groupe de taches. Il s’agit de problemes
définis comme un assemblage de propriétés contradictoires, dont les solutions sont néces-
sairement inconnues contrairement aux taches de redécouverte et de similarité. L’efficacité
d’EvoMol pour ces problemes peut s’expliquer a nouveau par 'utilisation d’opérateurs de
mutation proches du niveau atomique, mais également par la limitation des hypotheses
sur l'espace de recherche. Ces caractéristiques permettent une grande liberté d’exploration

de I'espace de recherche.

La Table 2.2 nous permet également d’étudier I'influence de la connaissance intégrée
sous la forme de la population initiale. L’expérience avec comme seul individu de départ
le méthane obtient un score total inférieur, bien que les scores ne soient pas impactés
pour certaines taches. Il s’agit notamment du cas des taches 7 et 8 qui correspondent a
la recherche d’isomeres, et pour lesquelles le score obtenu est 1. Il est intéressant de noter
qu’'un score nul est obtenu pour la tache Valsartan SMARTS. Cela s’explique par le fait
que l'objectif est défini comme une moyenne géométrique (basée sur le produit des valeurs
et non la somme) dont un des termes est un objectif binaire représentant la présence d’une
structure moléculaire. Cette structure n’étant pas présente dans la population initiale, le
terme correspondant a sa présence est nul. Par conséquent, la valeur de fonction objectif
est nulle également. Cette structure est tres peu susceptible d’apparaitre car elle doit étre
trouvée par exploration aléatoire de 1’espace de recherche. Cela souligne I'importance du
soin qui doit étre apporté a la définition de la fonction objectif, qui doit permettre de gui-
der la recherche vers des solutions pertinentes. La Figure 2.5 représentant la distribution

des scores obtenus pour les taches de MPO montre que I'expérience utilisant le méthane
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FIGURE 2.5 — Diagramme en boite de la distribution des scores obtenus par EvoMol sur les
taches MPO du benchmark GuacaMol. Pour chaque tache, la premiere ligne correspond a
I'expérience de référence utilisant tous les opérateurs de mutation (bleu), la seconde ligne
correspond a l'expérience n’utilisant que les opérateurs de mutation primaires (orange),
et la troisieme ligne correspond a 'expérience utilisant le méthane en tant que population
initiale (vert).

comme population initiale est celle causant la plus grande variabilité des résultats. Nous
pouvons toutefois noter que des scores comparables aux autres expériences sont obtenus
pour une grande partie des taches. Cela laisse penser que ’absence de population initiale
n’empéche pas strictement ’obtention de bonnes solutions mais rend simplement ces pro-
blemes plus difficiles, dans le sens que les chemins dans ’espace des graphes moléculaires
composés de solutions améliorantes sont plus longs et sont rares. La distribution des scores
pour ’ensemble des propriétés est visible en Annexe A.1.

Les résultats de 'expérience utilisant seulement les opérateurs de mutation primaires
(Table 2.2) montrent que les performances sont moins impactées que par I'absence de
population initiale. Les opérateurs de mutation secondaires ne permettent pas d’accéder

a des zones de l’espace moléculaire supplémentaires qui ne seraient pas accessibles par
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Tous op. mut. Op. mut. primaires Init. methane
Tache Succeés ERT (x10°) Succes ERT (x10°) Succes ERT (x10°)
Celecoxib 9 0.7 - - 8 3.9
Troglitazone 9 0.4 6 16.3 1 36.9
Thiotixene 4 3.6 3 60.4 - -

TABLE 2.3 — Impact des conditions expérimentales sur 'efficacité de I'optimisation pour
les taches de redécouverte. La colonne succes correspond au nombre d’exécutions qui ont
permis d’obtenir exactement la molécule recherchée (sur un total de 10). La colonne ERT
correspond a 'espérance du cofit de I'exécution en nombre d’appels a la fonction objectif
pour obtenir la valeur cible de fonction objectif (1.0). Les tirets correspondent aux valeurs
non définies I’ERT (absence de succes).

les opérateurs de mutation primaires. Cependant, ils définissent des sauts plus complexes
dans l’espace de recherche. Pour l'optimisation des taches de GuacaMol, les fonctions
objectif semblent dans I’ensemble suffisamment bien définies pour donner la possibilité
de guider itérativement vers ces transformations plus complexes a partir d’opérateurs
élémentaires. Les pertes de score les plus importantes causées par ’absence des opérateurs
secondaires concernent les taches de redécouverte. La Table 2.3 représente les valeurs
d’espérance du cotit de I’exécution en nombre d’appels a la fonction objectif pour les taches
de redécouverte. Pour rappel, il s’agit d’une mesure définie dans la section 1.3.1 qui permet
de représenter I'efficacité de la recherche pour obtenir une valeur cible de fonction objectif.
La valeur cible est ici fixée a la valeur maximale 1 qui correspond a la redécouverte de la
molécule. Les résultats présentés dans cette table mettent en évidence que pour ces taches,
I'utilisation de I’ensemble des opérateurs est tres bénéfique puisque cela permet de trouver
la molécule cible plus régulierement et avec une valeur d’ERT nettement plus faible. On
observe méme que les opérateurs secondaires semblent indispensables pour obtenir la
molécule de celecoxib. Pour rappel, cela ne signifierait pas qu’il existe des structures
moléculaires que les opérateurs primaires ne permettent pas d’atteindre en général, mais
plutot qu’il n’existe pas de chemins de solutions améliorantes vers la molécule de celecoxib
en utilisant uniquement des opérateurs primaires. Pour les expériences dans lesquelles le
méthane est utilisé en tant que population initiale, on observe également un effet négatif
sur l'efficacité de la recherche. La population initiale tirée de ChEMBL semble méme
indispensable pour obtenir la molécule de thiotixene. Ces résultats montrent que le choix
des opérateurs de mutation et les structures moléculaires présentes a 1’état initial ont une
grande influence sur la capacité de la procédure d’optimisation a maximiser ’objectif de

similarité. La valeur optimale de I'objectif de similarité forme un ilot qui peut étre difficile
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Perindopril : 0.018 [1.000, 0.000] Meilleure solution : 0.887 [0.787, 1.000]  Perindopril + NMPO : 0.803 [0.645, 1.000] Perindopril aromat. : 0.648 [0.420, 1.000]

FIGURE 2.6 — Etude de la tache Perindopril MPO. A : Molécule de perindopril. B :
Meilleure solution obtenue par EvoMol. C et D : solutions hypothétiques (perindopril
avec double cycle aromatique NNPO et variante doublement aromatique du perindopril).
Scores reportés : score tache Perindopril MPO [score de similarité, score sur le nombre de
cycles aromatiques|

voire impossible d’atteindre sans des opérateurs de mutation adaptés ou des structures

moléculaires déja présentes dans la population initiale.

Nous décidons d’étudier le comportement de I'objectif de similarité a travers plusieurs
solutions a la tache Perindopril MPO. Celle-ci consiste & maximiser un score formé comme
la moyenne géométrique de la similarité a la molécule de perindopril et d’une fonction
Gaussienne appliquée sur le nombre de cycles aromatiques et centrée sur 2 (avec une va-
riance de 0.5). Pour rappel, 'aromaticité est une propriété de certains cycles qui peut étre
détectée simplement par la regle de Hiickel mais dont la définition exacte fait débat (voir
la section 1.1.1). Ainsi, on cherche une solution tres similaire au perindopril possédant 2
cycles aromatiques (le perindopril n’en posseéde aucun). La Figure 2.6 montre plusieurs
solutions & ce probléme et leurs scores. Tout d’abord, la molécule de perindopril (A) est
comme attendu une solution médiocre car elle ne possede aucun cycle aromatique, bien
qu’elle soit évidemment parfaitement similaire a elle-méme. La molécule B, issue de I'op-
timisation par EvoMol possede le meilleur score que ’on connaisse. Il est intéressant de
remarquer que l’aromaticité n’a pas été intégrée au sein des deux cycles déja existants mais
dans un nouveau groupe de 4 atomes (& droite), qui permet en fait de concentrer cette
propriété en affectant peu les environnements chimiques dans le reste de la molécule. Ce
groupe est considéré comme contenant deux cycles aromatiques selon la regle de Hiickel.
Notons cependant que des chimistes ne le considéreraient certainement pas de cette facon,
tant cette combinaison et concentration d’hétéroatomes est éloignée de la chimie connue.

Il est également intéressant de remarquer que pour maximiser le score de similarité, des
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atomes de carbone ont été ajoutés au cycle contenant un atome d’azote. Cela permet de
maximiser les environnements chimiques locaux qui ne changent pas. En effet, la solution
C qui pourrait étre considérée intuitivement comme plus proche du perindopril possede
en réalité un score de similarité inférieur. Finalement, la solution D correspond a la facon
la plus intuitive de résoudre le probleme posé, c¢’est-a-dire en transformant les deux cycles
du perindopril en cycles aromatiques. Il est d’ailleurs probable qu’il s’agisse de la solution
imaginée par les créateurs de GuacaMol en définissant ce probléme. Or, le score de simi-
larité est relativement faible. Cette étude montre qu'une fonction objectif basée sur un
score de similarité défini a partir de caractéristiques ECFP est susceptible de provoquer
des comportements peu intuitifs. D’autre part, cela montre que des méthodes d’optimi-
sation peuvent exploiter des failles difficiles a anticiper dans la définition des propriétés,

comme les groupes d’hétéroatomes aromatiques.

2.3.3 Optimisation de propriétés électroniques cotiteuses

Nous souhaitons maintenant étudier notre approche pour 'optimisation de propriétés
du domaine de la chimie des matériaux moléculaires organiques. Nous choisissons d’étu-
dier 'optimisation des énergies HOMO et LUMO, dont I'estimation dépend de calculs
coliteux en DFT (voir la section 1.4 de ce mémoire). Nous étudions ici ces deux propriétés
séparément, dans le cadre d'une preuve de concept de 'utilisation de notre algorithme
évolutionnaire pour l'optimisation de propriétés électroniques cotiteuses. Nous menons

une maximisation de I’énergie HOMO et une minimisation de ’énergie LUMO.

Expériences Pour ces expériences, nous considérons ’espace de recherche des graphes
moléculaires contenant jusqu’a 9 atomes lourds parmi {C, N, O, F}. Cet espace de re-
cherche est plus restreint que pour les expériences effectuées précédemment, car cela per-
met de limiter le cotit de calcul des simulations DFT (voir la section 1.1 de ce mémoire).
Les expériences sont menées selon les mémes parametres que pour 'optimisation des va-
leurs de QED, a I'exception de la taille de la population (TaillePopMazx) qui est fixée a 20
et le nombre d’individus remplacés a chaque étape (TailleLot) qui est fixé a 2. Comme les
expériences précédentes, la molécule de méthane est utilisée comme point de départ de la
recherche évolutionnaire, le parametre de profondeur maximale de mutation est fixé a 2 et
au plus 50 tentatives (EssaisMaz) sont effectuées pour la recherche d'un améliorant. La
géométrie initiale des optimisations DF'T est obtenue par optimisation en mécanique mo-

léculaire selon I'implémentation du champ de force MMFF94 du programme OpenBabel
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HOMO
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FI1GURE 2.7 — Distribution des énergies HOMO et LUMO en eV dans le jeu de données
QM9. Les valeurs de propriétés du méthane (CH4) sont indiquées par deux fleches.

[YOSHIKAWA et HUTCHISON 2019].

Afin d’obtenir des valeurs de propriétés cibles de référence, nous étudions les valeurs
d’énergies HOMO et LUMO dans le jeu de données QM9. Pour rappel, QM9 correspond
a une énumération partielle de ’espace moléculaire des molécules de petites tailles. Les
molécules de QM9 correspondent au méme espace de recherche que nos expériences d’opti-
misation, c¢’est-a-dire les molécules contenant jusqu’a 9 atomes lourds parmi {C, N, O, F}.
Les distributions des valeurs d’énergies HOMO et LUMO sont représentées en Figure 2.7.
On y observe que les valeurs d’énergie HOMO sont relativement resserrées au sein d’une
distribution approximativement gaussienne, centrée autour de -7 eV. La distribution des
valeurs d’énergie LUMO est plus étendue et plus complexe. Ses valeurs sont principale-
ment comprises entre -2.5 eV et 2.5 eV. Il est intéressant de noter que la molécule de
méthane possede des valeurs particulierement éloignées de notre objectif pour les deux
propriétés : une énergie HOMO (que l'on cherche a maximiser) tres faible et une énergie
LUMO (que l'on cherche a minimiser) tres élevée. Il s’agit donc d’une mauvaise solution
pour les deux problemes d’optimisation, ce qui en fait un point de départ intéressant de

la procédure d’optimisation.

Nous avons observé lors de 'optimisation des valeurs de QED que notre algorithme

est susceptible de produire des solutions peu réalistes, possédant notamment des cycles de
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petites tailles composés principalement d’hétéroatomes. Nous proposons ici d’intégrer au
sein de la fonction objectif un terme cong¢u pour favoriser le réalisme des solutions. Nous
utilisons ici le CLScore [BUHLMANN et REYMOND 2020], qui évalue la proximité d’une
molécule avec le jeu de données ChREMBL (voir la section 1.4 également). Le CLScore pos-
sede des valeurs élevées pour les molécules dont les sous-graphes moléculaires (shingles)
sont tres représentés dans ChEMBL. ChEMBL contient des molécules que 'on sait syn-
thétisables. Pour cette raison, il est raisonnable d’espérer que des molécules semblables
a ChEMBL soient susceptibles d’étre synthétisées. Précisons toutefois que ChEMBL est
un jeu de données plutdt orienté pour la chimie pharmaceutique. Chercher a maximiser
le CLScore est donc susceptible de pousser la recherche vers un sous-ensemble de I'espace
moléculaire incompatible avec I'optimisation de propriétés électroniques. Nous choisissons
donc de définir un seuil sur les valeurs de CLScore, plutot que de chercher a les maximiser.
Pour cela nous utilisons une fonction sigmoide qui est centrée sur la valeur 1.5 grace a
une transformation linéaire de la valeur de CLScore, avec un parametre de largeur A fixé
a 10 (voir I’équation 2.1). La valeur de A élevée permet de resserrer la zone centrale de la
fonction sigmoide. Cela permet de bloquer les valeurs de CLScore inférieures a 1 et de pé-
naliser les valeurs comprises entre 1 et 2. Ce paramétrage de la fonction sigmoide implique
que la valeur 0.999 est atteinte quand la valeur de CLScore est au moins égale a 2.19.
Pour rappel, les auteurs du CLScore suggerent un seuil a une valeur de 3.3. Nous fixons
le notre & une valeur inférieure afin d’effectuer un compromis entre réalisme des solutions

et espace de recherche accessible pour I'optimisation des énergies HOMO et LUMO.

Nous combinons l'objectif de propriété électronique avec 1’objectif de réalisme comme
un produit de fonctions sigmoides, afin d’obtenir un score compris entre 0 et 1. La fonc-
tion sigmoide guidant la recherche pour la minimisation (resp. maximisation) de 1’énergie
LUMO (resp. HOMO) est centrée au milieu de la distribution, c¢’est-a-dire a 0 eV (resp. -7
eV). Les deux fonctions sont définies en équation (2.1). Notons que 'opposé de la valeur
d’énergie LUMO est considéré afin de changer le sens de la fonction sigmoide. La valeur
du parametre A fixée a 1 permet ici d’obtenir une variation plus lente des valeurs de la

fonction sigmoide afin de couvrir I’étendue des valeurs d’énergie HOMO et LUMO.

Pour résumer, nous effectuons deux expériences d’optimisation pour chacune des deux
propriétés. La premiere consiste a optimiser directement la valeur de propriété (minimi-
sation de I’énergie LUMO et maximisation de I’énergie HOMO). La deuxiéme expérience
consiste a maximiser la fonction objectif qui agrege les objectifs de propriété électronique

et de réalisme des solutions, c’est-a~dire fLumo(z) X fcLscore(Z) €t fromo () X forscore()-
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Contrairement aux expériences pour l'optimisation des valeurs de QED et des taches du
benchmark GuacaMol, ces quatre expériences sont effectuées une seule fois en raison de

leur cofit.

1
fCLscore('r) = 14+ e—10(CLScore(z)+1.5)
1
fromo(7) = 1 4+ e~ L(~LUMO(z)) (2.1)

1
fHOMO(fB) = 1 4 ¢~ L(HOMO(2)-T7)

Résultats La Figure 2.8 représente les meilleures solutions contenues dans QM9 (A)
et obtenues par notre approche (B, C) pour la minimisation de I’énergie LUMO. Nous
observons d’abord que les solutions obtenues sans objectif de réalisme (B) semblent extré-
mement peu stables et peu réalistes, puisqu’elles sont composées exclusivement d’hétéroa-
tomes. Notons par ailleurs que leurs valeurs de CLScore sont nulles, ce qui indique que les
sous-graphes moléculaires n’existent pas dans ChEMBL ou sont tres rares. L’objectif de
réalisme semble étre relativement efficace (C), puisque les solutions semblent plus crédibles
bien que possédant une géométrie contrainte, donc a priori peu stable. Nous pouvons en
particulier noter que la deuxieme molécule de la ligne C (le cyclopropanetrione) a déja
été détectée expérimentalement [XIN et al. 2019]. Il est donc intéressant de remarquer
que notre expérience tres simple a mené vers ’obtention d’une cible connue en chimie des
matériaux moléculaires organiques. Finalement, nous observons que les meilleurs résul-
tats sont obtenus par I'expérience basée sur I'objectif de réalisme. Cela signifie que notre
approche a pu permettre d’obtenir de meilleures solutions que le jeu de données QM9, qui
est défini sur un sous-ensemble du méme espace de recherche. Ces résultats ont été ob-
tenus par voisinage successif a partir du méthane, une molécule tres simple et possédant
une énergie LUMO tres élevée. Il est intéressant de noter que l'utilisation de 1'objectif
de réalisme a permis d’éviter une zone de ’espace de recherche qui semble contenir un
minimum local et dont il semble difficile de sortir pour 'expérience de la ligne B.

Pour la maximisation de I’énergie HOMO, les résultats sont présentés en Figure 2.9.
On observe que les trois premieres solutions issues de QM9 (A) présentent des structures
originales qui semblent a priori peu réalistes. Il s’agit en fait de dérivés de fenestranes,
une classe de molécules connues pour leur instabilité [VENEPALLI et AGOSTA 1987]. Evo-

Mol permet d’obtenir des solutions possédant des valeurs d’énergie HOMO tres élevées
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FIGURE 2.8 — Meilleures solutions pour la minimisation de I’énergie LUMO. A : Dans le
jeu de données QM9, B : Par optimisation évolutionnaire, C : Par optimisation évolution-
naire avec objectif de réalisme. Les valeurs de propriétés (LUMO en eV [CLScore]) sont
indiquées sous chaque molécule.
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FIGURE 2.9 — Meilleures solutions pour la maximisation de 1’énergie HOMO. A : Dans
le jeu de données QM9, B : Par optimisation évolutionnaire, C : Par optimisation évolu-
tionnaire avec objectif de réalisme. Les valeurs de propriétés (HOMO en eV [CLScore])
sont indiquées sous chaque molécule.

(B, C), plus élevées que les solutions contenues dans QM9. Comme il peut étre attendu
chimiquement, ces solutions sont des dérivés d’amines.

Pour résumer, nos expériences montrent que notre algorithme peut effectivement étre
utilisé pour 'optimisation de propriétés électroniques. Il permet d’obtenir de meilleures
solutions que les molécules de QM9, un jeu de données de référence pour l'apprentis-
sage de propriétés électroniques, dont 'apprentissage des énergies HOMO et LUMO
[GLAVATSKIKH et al. 2019].

Expérience complémentaire Nous effectuons maintenant une expérience complémen-

taire, afin d’évaluer notre approche sur un probleme plus réaliste pour la recherche de
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cibles en chimie des matériaux moléculaires organiques, et de démontrer sa flexibilité et
son interprétabilité. Nous supposons que le coeur d’une molécule prometteuse a été iden-
tifié par une personne experte du domaine. Nous cherchons a déterminer le branchement
d’atomes sur ce coeur qui permettra de répondre au mieux au probleme d’optimisation. Il
s’agit d’un scénario représentatif de la facon dont travaillent les chimistes du domaine des
matériaux moléculaires organiques, qui sont amenés régulierement a utiliser leur expertise

pour améliorer par voisinage une molécule connue.

Nous basons notre expérience sur un coeur furane, une molécule aromatique composée
de quatre atomes de carbone, d’un atome d’oxygene et de quatre atomes d’hydrogene im-
plicites. Cette molécule est similaire a des molécules utilisées en pratique dans le domaine
des matériaux moléculaires organiques, et en particulier a la molécule de thiophene qui
correspond a la molécule de furane dans laquelle 'atome d’oxygene est substitué par un
atome de soufre. Nous choisissons 1’étude du furane et non du thiophéne car son cotit de
calcul est inférieur, I'atome de soufre contenant 8 électrons supplémentaires par rapport
a I'atome d’oxygene. La molécule de furane est utilisée comme unique individu de la po-
pulation initiale. Ses atomes sont marqués comme non mutables, et nous appliquons les
contraintes de gel des atomes non mutables décrites en section 2.2.2. Ainsi, les seules mu-
tations possibles correspondent au branchement d’atomes sur la molécule de furane. Nous
menons une minimisation de I’énergie LUMO dans ce contexte, en utilisant des parametres
identiques aux expériences précédentes a l'exception du nombre d’étapes d’optimisation
qui est restreint a 20 afin de faciliter la visualisation graphique des résultats. Pour rappel,
la taille de la population (TaillePopMaz) est fixée a 20, le nombre d’individus remplacés
a chaque étape (TailleLot) est fixé a 2, le parameétre de profondeur maximale de mutation
est fixé a 2 et au plus 50 tentatives (EssaisMazx) sont effectuées pour la recherche d'un
améliorant. Nous considérons a nouveau l’espace de recherche des graphes moléculaires
contenant jusqu’a 9 atomes lourds parmi {C, N, O, F}. Puisque la molécule de furane
contient 4 atomes de carbone et un atome d’oxygene, jusqu’a 4 atomes explicites peuvent
étre ajoutés pour former les solutions. Nous utilisons I'objectif basé sur deux fonctions

sigmoides combinant 1’objectif d’énergie LUMO et 1’objectif de réalisme basé sur la valeur

de CLScore.

Les résultats sont présentés en Figure 2.10, qui correspond a I’arbre d’exploration de
I’espace de recherche. Chaque noeud de I'arbre est une solution intégrée dans la population.
Chaque aréte lie deux solutions liées par une mutation, et est valuée par le type de 'action

ou des actions sur le graphe moléculaire qui la composent. On observe que cette expérience
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permet d’obtenir des solutions tres réalistes, qui contiennent des groupes chimiques at-
tendus par rapport au probléeme d’optimisation. Il s’agit en particulier des groupes peroxo
(deux atomes d’oxygene consécutifs) et des groupes fluorure d’oxygene (atome de fluor
lié & un atome d’oxygene). Il est intéressant de remarquer que cette visualisation permet
d’identifier les groupes de solutions n’ayant pas donné lieu a des améliorations ou ayant
donné lieu a des améliorations a 1’échelle de la population qui n’étaient pas suffisamment
importantes et qui ont donc été abandonnées par la recherche. C’est le cas par exemple
des groupes amines (un atome d’azote connecté a des atomes de carbone et d’hydrogene)
en haut a gauche de ’arbre. Nous menons également une expérience équivalente pour la
maximisation de ’énergie HOMO, dont I’arbre d’exploration est présenté en Annexe A.3.

La visualisation sous la forme d’un arbre d’exploration permet aux utilisateurs du do-
maine d’application d’étudier le chemin parcouru dans I’espace de recherche pour obtenir
les solutions résultantes. De fagon au moins aussi intéressante, cela permet d’identifier les
caractéristiques qui ont été testées et qui n’ont pas été retenues par la procédure d’opti-
misation car elles ne permettaient pas une amélioration suffisante de la fonction objectif.
Cela permet finalement aux utilisateurs d’étudier la relation entre structures et propriétés
moléculaires. Il s’agit en réalité d'un enjeu de recherche a part entiere dans le domaine
d’application, car cela permet de former I’expertise des chimistes sur 'effet des fonctions

chimiques sur les propriétés électroniques en fonction du contexte.
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2.4 Génération de solutions réalistes

Nous avons remarqué lorsque nous avons étudié I'optimisation des valeurs de QED et
d’énergie LUMO en particulier que notre approche est susceptible de générer des solu-
tions peu réalistes. Il s’agit d’une caractéristique connue des algorithmes évolutionnaires
pour 'optimisation moléculaire. Dans la section précédente, nous avons proposé une pre-
miere approche pour améliorer le réalisme des solutions générées, qui consiste a intégrer
un terme au sein de la fonction objectif pour favoriser la similarité a un jeu de molécules
synthétisables. Dans cette section, nous étudions de fagon plus approfondie le probleme de
la génération de solutions réalistes dans le cadre de I'optimisation de propriétés molécu-
laires. D’abord, nous mettons en évidence des limites de I'approche qui consiste a intégrer
une métrique estimant la synthétisabilité des solutions au sein d’une fonction objectif.
Ensuite, nous proposons une approche basée sur la définition de contraintes binaires sur
I’espace de recherche, et nous étudions plusieurs contraintes possibles.

Durant les quinze dernieres années, plusieurs métriques ont été proposées pour esti-
mer quantitativement 'accessibilité synthétique des molécules (voir la section 1.4 de ce
mémoire). Dans le cadre des travaux que nous menons ici, nous choisissons de nous baser
sur les métriques de SAScore et de CLScore. Pour rappel, le SAScore est basé sur une
mesure de similarité a des molécules de la base de données généraliste PubChem [ERTL
et SCHUFFENHAUER 2009]. Le CLScore est 'approche que nous avons utilisée dans la
section précédente, et est basé sur une mesure de similarité a des molécules de la base de

données ChEMBL, orientée pour la chimie pharmaceutique.

2.4.1 Optimisation des métriques d’accessibilité synthétique

Le SAScore et le CLScore étant des métriques quantitatives, il est possible de les
considérer comme un objectif d’optimisation comme nous l'avons fait dans la section
précédente pour le CLScore. Nous menons une expérience qui consiste a optimiser ces
deux métriques (minimisation du SAScore, maximisation du CLScore), dans les mémes
conditions que pour l'optimisation des valeurs de QED que nous avons effectuée en sec-
tion 2.3.1, avec une population de taille 1000. Il s’agit d'un probleme virtuel, qui consiste
a rechercher les molécules « les plus facilement synthétisables » selon les métriques.

Les meilleures solutions obtenues sont représentées en Figure 2.11. Les deux métriques
menent vers 'obtention d’hydrocarbures. Il s’agit d’un résultat cohérent puisque I'atome

de carbone est ’atome le plus représenté dans la chimie organique, et donc également dans
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0 O

SAscore : 1.000 (C4H8) SAscore :1.000 (C10H20) SAscore : 1.000 (C23H46)
B = Q
Clscore : 6.552 (C2H6) Clscore : 6.373 (C3H8) Clscore : 6.157 (C11H22)

FIGURE 2.11 — Trois meilleures solutions obtenues pour I'optimisation du SAScore et du
CLScore a l'aide d’EvoMol. La légende des solutions comprend la valeur de fonction cible
ainsi que la formule brute.

les jeux de données sur lesquels sont basées ces mesures. En tant que mesures d’accessibilité
synthétique, il s’agit également d’un résultat cohérent puisque les hydrocarbures sont

considérés comme une matiere premiere, dont le cotit de synthese est donc inexistant.

Limites Pour concevoir une fonction objectif prenant en compte le réalisme des solu-
tions, nous pourrions associer I’'objectif correspondant a la propriété moléculaire optimisée
avec ’'objectif quantitatif favorisant le réalisme, comme nous 'avons fait au sein de la sec-
tion précédente pour I'optimisation de propriétés électroniques. Cependant, il est facile
d’imaginer que dans de nombreux cas ces objectifs risquent d’étre contradictoires, les
optimums du second objectif étant des structures moléculaires tres simples comme des
hydrocarbures.

Il est possible comme nous 'avons fait précédemment d’appliquer une transformation
sur l'objectif quantitatif de réalisme, basée par exemple sur une fonction sigmoide afin
d’appliquer un seuil qui favorise des valeurs « raisonnables » sans guider la recherche vers
des valeurs « extrémes ». Cela implique un réglage de la fonction de transformation qui
nécessite une connaissance du comportement de ’objectif de réalisme, mais cela nécessite
surtout de pouvoir pondérer numériquement 1’objectif de propriété moléculaire et ’objectif
de réalisme. Or, ce dernier point en particulier est une limite importante puisque ces deux
objectifs ne représentent a priori pas des quantités comparables. La pondération sera
donc dépendante de I'étendue de valeurs des différents objectifs et donc dépendante du

probleme d’optimisation. De plus, il n’existe a priori pas de procédure pour définir le
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réglage, qui devra donc souvent étre effectué par essais et erreurs.

Pour les expériences que nous avons réalisées dans la section précédente pour 1'op-
timisation de propriétés électroniques, nous avons appliqué une transformation sur les
deux objectifs afin qu’ils soient définis par une valeur comprise entre 0 et 1. Nous avons
appliqué un produit entre ces deux quantités et nous avons ainsi considéré qu’elles étaient
de méme importance. Une alternative serait de considérer le probléme comme un pro-
bleme d’optimisation multi-objectif au sens strict, ce qui nécessiterait d’intégrer au sein
d’EvoMol une procédure de sélection des améliorants basée sur plusieurs objectifs. Cette
alternative laisserait aux utilisateurs chimistes le choix du meilleur compromis entre les
deux objectifs a l'issue de 'optimisation. Pour la suite, nous choisirons cependant une

autre approche basée sur des contraintes appliquées a I’espace de recherche.

2.4.2 Contraintes sur I’espace de recherche

Plutot que de chercher un compromis entre la propriété moléculaire cible et une quan-
tification numérique de 'accessibilité synthétique des molécules, nous pensons qu’il est
raisonnable de chercher la meilleure valeur de propriété cible dans un espace de recherche
restreint aux solutions réalistes. Cela revient a appliquer un filtre sur I’espace de recherche
accessible, ce qui peut également étre considéré comme une optimisation sous contrainte.
Cela nécessite de pouvoir évaluer de facon binaire le réalisme des solutions. Cette clas-
sification peut étre basée sur les mesures quantitatives d’accessibilité synthétique, mais
nous allons voir qu’il est également possible de définir des estimateurs du réalisme ne dé-
pendant pas d’une évaluation numérique. Un intérét de cette approche est qu’elle permet
d’extraire ’objectif de réalisme de la fonction objectif du probleme d’optimisation. Cette
derniere reste ainsi consacrée au guidage de la recherche vers des solutions possédant les

propriétés moléculaires attendues.

Contrainte de réalisme basée sur un score d’accessibilité synthétique

Nous proposons d’étudier trois types de contraintes sur 1’espace de recherche. D’abord,
nous définissons deux contraintes basées sur les estimateurs quantitatifs de 'accessibilité
synthétique (SAScore et CLScore). Pour transformer ces mesures en contraintes binaires,
nous appliquons un seuil qui sépare les valeurs qui qualifient les molécules considérées
comme réalistes et les molécules considérées comme non réalistes. Pour le SAScore, nous

choisissons le seuil proposé par [VORSILAK et al. 2020], & savoir que les molécules pos-
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sédant une valeur de SAScore inférieure ou égale a 4.4 sont considérées réalistes. Pour
le CLScore, nous utilisons le seuil proposé dans la publication originale, a savoir que les
molécules possédant une valeur de CLScore supérieure ou égale a 3.3 sont considérées

réalistes.

Contrainte de réalisme basée sur un filtrage par liste noire

Le deuxieme type de contrainte que nous étudions est un filtrage binaire selon une
liste noire de caractéristiques. Une molécule est considérée réaliste seulement si elle ne
contient aucune caractéristique appartenant a une liste prédéfinie. Nous utilisons pour
cela la bibliotheque rd_ filters [WALTERS 2018], selon le paramétrage proposé par les
auteurs de l'article GuacaMol [BROWN et al. 2019] (nous nommons pour cette raison
cette contrainte « contrainte GuacaMol »). rd_ filters implémente un ensemble de regles
permettant d’identifier des caractéristiques connues comme indésirables pour la chimie
pharmaceutique. Cela inclut par exemple le filtrage de fonctions chimiques connues pour
leur toxicité sur des organismes biologiques. Notons que ces regles sont spécifiques a la
chimie pharmaceutique et pourraient ne pas étre pertinentes pour d’autres domaines de

la chimie.

Contrainte de réalisme basée sur un filtrage par liste blanche

Finalement, la derniére contrainte que nous étudions est basée sur une liste blanche
de caractéristiques. Une molécule est considérée réaliste seulement si toutes ses carac-
téristiques appartiennent a une liste prédéfinie. Nous utilisons pour cela la bibliotheque
silly_ walks? [WALTERS 2020]. Le programme proposé par cette bibliothéque consiste a
extraire les caractéristiques ECFP4 de la molécule et a calculer la proportion de ces carac-
téristiques qui n’apparaissent jamais dans une base de données moléculaires de référence.
Pour rappel, les ECFP4 correspondent a des sous-graphes moléculaires de rayon 2 inté-
grant également les liaisons formées par les atomes aux extrémités du sous-graphe (voir la
section 1.1.3 de ce mémoire). Nous utilisons ce programme pour définir une contrainte que
nous noterons sillywalks dans la suite de ce mémoire. Selon cette contrainte, une molécule
est considérée réaliste seulement si I’ensemble de ses caractéristiques ECFP4 appartient a
la base de données de référence. Il s’agit de la contrainte la plus stricte, puisqu’elle n’ad-

met aucune caractéristique qui n’est pas déja connue. Ces caractéristiques étant locales,

2. Le nom est inspiré d’un célebre sketch des Monty Python « The Ministry of Silly Walks » figurant
des démarches absurdes, comme les molécules que I'on souhaite filtrer.
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cela laisse toutefois de tres nombreuses possibilités de combinaisons.

Dans la version originale du programme, le jeu de données de référence est un en-
semble de 1495 médicaments issus de ChEMBL [GAULTON et al. 2017]. Cela correspond
a un total de 9148 caractéristiques ECFP4 différentes. Dans nos travaux, nous choisissons
plutot de considérer 'ensemble des 1 817 795 molécules de ChEMBL afin de définir un
espace de recherche plus large et moins spécifique aux médicaments. Rappelons en effet
que ChEMBL ne contient pas exclusivement des médicaments mais plus généralement
des molécules ayant des activités biologiques. Cela correspond a un total nettement plus
élevé de 556 187 caractéristiques ECFP4 différentes. Le programme silly walks calcule
la proportion de caractéristiques qui ne font pas partie de la liste blanche. Nous définis-
sons notre contrainte de la maniere la plus stricte possible, c¢’est-a-dire qu’elle pénalise la

présence de toute caractéristique n’appartenant pas a la liste.

2.4.3 Effet des contraintes pour 'optimisation de la QED
Expérimentations

Nous étudions l'effet des contraintes que nous avons définies dans le cadre de I'opti-
misation des valeurs de QED a 'aide d’EvoMol. La contrainte est intégrée sous la forme
d’une fonction binaire a travers le parametre f.on¢ (voir la section 2.2.4 de ce chapitre). Les
autres parametres sont identiques a I'expérience consistant a optimiser les valeurs de QED
selon une population de taille 1000 effectuée en section 2.3.1. Nous menons une expérience
pour chaque contrainte (valeur de SAScore, valeur de CLScore, contrainte GuacaMol et
contrainte sillywalks), ainsi qu'une expérience de référence en 'absence de contrainte.
Toutes les expériences sont effectuées 25 fois de facon indépendante. Nous choisissons
d’effectuer 25 exécutions et non 10 comme nous ’avons fait pour les expériences précé-
dentes car ’analyse du réalisme est en partie qualitative et bénéficie de la présence d’un

plus grand nombre d’exemples.

Résultats

Les résultats sont présentés en Figures 2.12 a 2.16, qui représentent la meilleure solu-
tion obtenue a l'issue des 25 exécutions pour chaque expérience. Si la meilleure évaluation
est partagée par plusieurs solutions de la population alors la molécule représentée est

sélectionnée aléatoirement parmi ces solutions.
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Absence de contraintes En 'absence de contrainte (Figure 2.12), on obtient comme
on l'attendait des solutions tres peu réalistes. Ces solutions sont composées d'un fort
taux d’hétéroatomes. On observe des solutions possédant des cycles trés contraints ou des
cycles imbriqués tres peu réalistes (par exemples les solutions D1, E1 ou E4). On observe
également des groupes composés exclusivement d’hétéroatomes (par exemple les solutions
E2, D3 ou A4). Le SAScore ainsi que le CLScore identifient correctement que ces solutions
sont tres difficilement synthétisables (le SAScore est quasi-systématiquement supérieur a
5.00 et le CLScore est quasi-systématiquement inférieur a 2.00). En revanche, ces solutions
répondent parfaitement au probleme d’optimisation, puisque 24 des 25 solutions possedent
une valeur de QED tres élevée de 0.948.

Valeur de SAScore IL’application de la contrainte basée sur les valeurs de SAScore
semble améliorer tres légerement le réalisme des solutions (Figure 2.13). On retrouve no-
tamment moins de structures tres contraintes. Cette légere amélioration est capturée par
le CLScore, dont les valeurs sont légérement supérieures (le CLScore est souvent supérieur
a 2.00). Cependant, on retrouve encore dans ces solutions une forte proportion d’hétéroa-
tomes, et elles demeurent dans I’ensemble trés peu réalistes. L’obtention de solutions avec

un score élevé n’est pas entravée puisque la totalité des 25 solutions possedent une valeur
de QED de 0.948.

Valeur de CLScore Contrairement au SAScore, I'application de la contrainte basée
sur la valeur de CLScore possede un impact important sur les résultats. On observe en
Figure 2.14 que les solutions semblent dans 1’ensemble nettement plus réalistes. Elles
contiennent moins d’hétéroatomes, et ces derniers sont principalement des atomes d’azote
et d’oxygene. On observe des caractéristiques intéressantes et réalistes comme des conju-
gaisons de cycles aromatiques pour les solutions D1, B3 ou B5. Cependant, on observe
également des caractéristiques peu réalistes a travers I’ensemble des solutions et notam-
ment un certain nombre de grands cycles composés exclusivement ou quasiment de liaisons
simples. L’application de la contrainte entraine également un effet sur les performances
d’optimisation, puisqu’une solution possédant une valeur de QED de 0.948 n’est obtenue

qu’au cours de 14 exécutions.

Contrainte GuacaMol Les résultats obtenus lors de 'application de la contrainte ba-

sée sur une liste noire de caractéristiques sont présentés en Figure 2.15. Contrairement a

119



Chapitre 2 — Optimisation évolutionnaire de propriétés moléculaires

I'expérience en ’absence de contrainte, on note une réduction des groupes exotiques com-
posés exclusivement d’hétéroatomes. Cependant, les solutions demeurent dans I’ensemble
tres peu réalistes. On observe encore une forte proportion d’hétéroatomes. On observe éga-
lement des cycles tres contraints et des imbrications de cycles tres peu réalistes, comme
les solutions B1, D1, A2 ou encore E4. Concernant les performances d’optimisation, la
contrainte possede une influence modérée puisque des solutions possédant une valeur cible

de 0.948 sont obtenues lors de 20 exécutions.

Contrainte sillywalks Les résultats les plus convaincants sont obtenus par ’appli-
cation de la contrainte sillywalks (Figure 2.16). Cette contrainte permet d’obtenir des
solutions qui semblent vraiment réalistes. Il s’agit notamment des solutions A2, A3 et
E5, ainsi que des solutions E3 et C4 qui sont identiques. Les résultats sont toutefois as-
sez comparables aux résultats obtenus avec la contrainte basée sur CLScore, notamment
car certaines solutions possedent également de grands cycles composés exclusivement ou
quasi-exclusivement de liaisons simples. De plus, comme pour la contrainte basée sur le
CLScore, des solutions possédant une valeur cible de 0.948 sont obtenues lors de 14 des

25 exécutions.

Discussions

Les contraintes basées sur un seuil appliqué a un score peuvent étre intéressantes pour
contraindre le réalisme des solutions. Il s’agit en particulier du cas du seuil appliqué au
CLScore, qui permet de filtrer une grande quantité de caractéristiques indésirables. En
revanche, le seuil appliqué au SAScore mene a l'obtention de résultats décevants. Nous
pouvons cependant supposer qu'un seuil inférieur pourrait améliorer les résultats.

Nous avons observé que 'utilisation de la contrainte basée sur une liste noire de ca-
ractéristiques (contrainte GuacaMol) mene également a des résultats décevants. Malgré le
filtrage, les solutions possedent de nombreuses caractéristiques indésirables. Nous pouvons
raisonnablement supposer qu’il s’agit d'un probleme générique au filtrage par liste noire.
En effet, I'espace de recherche est de taille massive, et seule une petite partie est connue,
stable et synthétisable. Il est probable qu’il ne soit pas possible de lister exhaustivement
I’ensemble des caractéristiques non désirées.

En revanche, nous pensons que le filtre basé sur une liste blanche de caractéristiques
(contrainte sillywalks) est tres intéressant. Ses performances sont assez comparables a

celles de la contrainte basée sur le CLScore. Cela est assez facilement compréhensible,
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puisque les deux approches sont basées sur des caractéristiques correspondant a des sous-
graphes moléculaires extraits de la méme base de données moléculaire. Dans la suite de
ce mémoire, nous choisissons cependant de nous restreindre a la contrainte sillywalks
lorsque nous chercherons a filtrer I’espace de recherche. Ce choix est motivé par le fait
que nous nous attendons a ce que cette contrainte permette une exploration moins biaisée
de l'espace de recherche. En effet, une valeur élevée de CLScore implique que la distri-
bution des caractéristiques moléculaires se rapporte a celle de ChEMBL. Au contraire, la
contrainte sillywalks prend uniquement en compte I’existence des caractéristiques au sein
de ChEMBL. Ainsi, nous pouvons nous attendre a obtenir des caractéristiques rares mais

que l'on sait existantes ; caractéristiques dont la présence serait pénalisée par le CLScore.

Nous identifions toutefois une limite partagée par la contrainte basée sur le CLScore
et la contrainte sillywalks. Ces deux contraintes étant basées exclusivement sur des en-
vironnements chimiques locaux, elles ne permettent pas de filtrer des caractéristiques
indésirables de grandes tailles, telles que la présence de certains grands cycles contenant
des hétéroatomes et dépourvus de liaisons doubles. Finalement, nous observons que 1'uti-
lisation de ces contraintes peut avoir une influence non négligeable sur les performances
d’optimisation. En effet, nous observons une corrélation négative entre le réalisme des
solutions permises par les contraintes et le nombre de solutions possédant des valeurs de
fonction objectif élevées. Cela est probablement di a la présence d’optimums locaux de

la fonction objectif dont il est difficile d’échapper dans cet espace de recherche restreint.

2.4.4 Effet des contraintes sur le benchmark GuacaMol

Nous souhaitons maintenant étudier I'impact des contraintes sur les performances
d’optimisation dans le cadre de taches d’optimisation plus variées. Nous effectuons pour
cela un passage du benchmark GuacaMol en appliquant les contraintes sur 'espace de
recherche. Les parameétres sont les mémes que lors des expériences effectuées précédem-
ment, avec I’ensemble des opérateurs de mutation et la population initiale basée sur un
sous-ensemble de ChEMBL (voir la section 2.3.2 de ce chapitre). Nous étudions 'effet des
deux contraintes binaires basées sur une liste noire (contrainte GuacaMol) et sur une liste

blanche (contrainte sillywalks).
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Expérience Contrainte Contrainte
Tache référence  GuacaMol sillywalks
Celecoxib rediscovery 0.978 1.000 1.000
Troglitazone rediscovery 1.000 0.872 1.000
Thiotixene rediscovery 0.876 0.856 0.958
Aripiprazole similarity 1.000 1.000 1.000
Albuterol similarity 1.000 1.000 1.000
Mestranol similarity 1.000 1.000 1.000
C11Hoy 1.000 1.000 0.977
CoH19N5O,PF,Cl 0.998 0.992 0.925
Median molecules 1 0.455 0.454 0.452
Median molecules 2 0.417 0.417 0.411
Osimertinib MPO 0.955 0.956 0.960
Fexonadine MPO 1.000 1.000 1.000
Ranolazine MPO 0.966 0.973 0.961
Perindopril MPO 0.845 0.847 0.806
Amlodipine MPO 0.867 0.904 0.766
Sitagliptin MPO 0.915 0.910 0.766
Zaleplon MPO 0.791 0.781 0.757
Valsartan SMARTS 0.998 0.996 0.997
deco hop 1.000 1.000 0.999
scaffold hop 1.000 1.000 1.000
total 18.060 17.959 17.735
total (MPO) 6.339 6.372 6.015
total (rediscovery) 2.853 2.728 2.958

TABLE 2.4 — Résultats sur le benchmark GuacaMol avec et sans contrainte favorisant le
réalisme des solutions. La premiere colonne reporte les résultats obtenus dans la section
2.3.2, sans contrainte de réalisme. Les colonnes suivantes correspondent aux résultats
obtenus en appliquant respectivement la contrainte GuacaMol basée sur une liste noire,
et la contrainte sillywalks basée sur une liste blanche. La coloration permet de mettre en
évidence les groupes de taches.
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Résultats

La Table 2.4 présente les résultats. La premiere colonne correspond a l'expérience de
référence, qui est reportée de la Table 2.2. La premiere observation que ’on peut effectuer
est que 'application des contraintes n’a qu’une influence modérée sur le score total. Celui-
ci est en effet de 18,060 en l'absence de contraintes et au minimum de 17,735 lors de
I’application de la contrainte sillywalks. Pour comparaison, les méthodes de 1’état de I'art
obtiennent un score compris entre 17,340 et 18,086 (voir la Table 2.2 en section 2.3.2).

On observe que les contraintes semblent avoir des effets spécifiques en fonction des
types de taches. Le meilleur score obtenu pour les taches MPO ainsi que le moins bon score
obtenu pour les taches de redécouverte correspond a ’expérience appliquant la contrainte
GuacaMol; le moins bon score obtenu pour les taches MPO ainsi que le meilleur score
obtenu pour les taches de redécouverte correspond a l’expérience utilisant la contrainte
sillywalks. Ces différences étant faibles pour certaines, il est possible qu’elles résultent de
la variance des résultats. Certains de ces résultats semblent toutefois attendus.

En particulier, il est compréhensible que la contrainte sillywalks pénalise ’obtention
de bonnes solutions pour les taches MPO. Ces derniéres consistent en effet a rechercher
des solutions maximisant des objectifs contradictoires, qui sont donc plus susceptibles
de correspondre a des structures moléculaires peu communes. Réciproquement, on peut
facilement comprendre que cette contrainte favorise la redécouverte de molécules connues,
d’autant plus que ces dernieres font partie du jeu de données ChEMBL qui sert de référence
a la contrainte sillywalks. L’utilisation de cette contrainte permet certainement d’éviter
un ensemble d’optimums locaux de la fonction objectif qui correspondent a des structures

moléculaires exotiques qui sont superflues pour la résolution de ce probleme.

2.5 Conclusion et perspectives

Dans ce chapitre, nous avons proposé un algorithme évolutionnaire pour I’optimisation
de propriétés moléculaires. Notre approche est concue pour étre générique, pour permettre
au maximum un contrdle des biais intégrés lors de la recherche et pour offrir une certaine
interprétabilité aux utilisateurs du domaine d’application. La généricité et le controle des
biais sont en fait des caractéristiques tres liées. Dans la version de base de notre approche,
nous évitons toute hypothese liée a un domaine spécifique de la chimie. Nous intégrons tou-
tefois un ensemble de parametres et mécanismes permettant aux utilisateurs du domaine

d’application d’intégrer volontairement des biais permettant une résolution plus efficace
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d’un probleme en particulier, selon leur expertise. L’interprétabilité de notre approche
est offerte par la possibilité de générer a posteriori un arbre d’exploration permettant de
retracer les chemins parcourus au sein de ’espace de recherche.

Nous avons observé que notre approche possede de tres bonnes performances d’opti-
misation pour diverses propriétés moléculaires. L’étude des expériences que nous avons
effectuées montre que notre algorithme est tres efficace pour l'intensification, préféren-
tiellement a ’exploration de I’espace de recherche. Cela est favorisé par le fait que notre
procédure d’optimisation consiste a remplacer les moins bons individus de la population
par la mutation des meilleurs, et que les opérateurs de mutation forment un voisinage
tres local constitué principalement de perturbations définies au niveau atomique. Bien
que nous n’ayons pas observé de contre-performances dues a un manque d’exploration, il
est raisonnable d’anticiper que cette prédisposition pour l'intensification peut étre préju-
diciable pour certains problemes d’optimisation. Dans le chapitre suivant, nous proposons
une approche permettant de favoriser ’exploration de I’espace de recherche par notre al-
gorithme évolutionnaire. Cette approche est basée sur la définition d’un objectif favorisant
la diversité moléculaire au sein de la population.

Lors de I’étude des performances de notre approche sur le benchmark GuacaMol, nous
avons observé qu’elle est susceptible de nécessiter un tres grand nombre d’appels a la
fonction objectif. Il s’agit d'un résultat prévisible pour un algorithme évolutionnaire, car
ces derniers utilisent la fonction objectif de maniére « aveugle », et n’en tirent aucune
connaissance permettant d’anticiper ses valeurs pour de nouveaux points de 1’espace de
recherche. Cela peut étre préjudiciable dans certains cas et notamment pour 'optimisation
de propriétés électroniques, qui dépendent de calculs cotiteux. Nous proposerons au Cha-
pitre 4 une méthode d’optimisation basée sur notre algorithme évolutionnaire et sur un
modele de substitution de la fonction objectif. Cette méthode est définie pour permettre
une optimisation plus efficace, et notamment en nombre d’appels a la fonction objectif.

Finalement, nous avons proposé une approche pour favoriser le réalisme des molé-
cules générées, basée sur une contrainte restreignant l’espace de recherche accessible.
La contrainte dite sillywalks basée sur une liste blanche de caractéristiques moléculaires
permet en particulier une amélioration nette du réalisme des solutions. Nous observons
toutefois que certaines caractéristiques indésirables qui s’expriment a 1’échelle des cycles
demeurent valides selon cette contrainte. Dans des travaux tres récents que nous évo-
quons dans la conclusion de ce mémoire, notre équipe de recherche propose une nouvelle

contrainte qui prend en compte le réalisme des cycles.
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OPTIMISATION DE LA DIVERSITE
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3.1. Introduction

Dans ce chapitre, nous proposons une méthode pour I'optimisation de la diversité molé-
culaire au sein d’un jeu de données de molécules. Notre approche est basée sur I’algorithme
évolutionnaire que nous avons proposé au Chapitre 2, ainsi que sur une mesure efficace
de la contribution a la diversité moléculaire du jeu de données. Nous montrons que cette
approche permet effectivement la génération d’un jeu de données moléculaires divers de
tres grande taille. Nous montrons également qu’il est possible d’optimiser conjointement
I’'objectif de contribution a la diversité moléculaire et une propriété moléculaire cible, et

que cela peut permettre d’optimiser cette propriété cible de maniere plus efficace.

3.1 Introduction

Des travaux effectués au sein de notre équipe antérieurement a cette these ont montré
qu'un manque de diversité moléculaire au sein d’un jeu de données de molécules peut
affecter négativement les performances de modeles d’apprentissage supervisé de propriétés
moléculaires qui l'utilisent en tant que jeu de données d’entrainement [GLAVATSKIKH et
al. 2019]. Ces travaux ont été menés sur le jeu de données QM9 [RAMAKRISHNAN et al.
2014], mais il s’agit d’un effet que 'on peut s’attendre a observer pour d’autres jeux de
données moléculaires de référence. Ces derniers correspondent en effet a la sélection d’'un
sous-ensemble spécifique de ’espace moléculaire, qui peut étre plus ou moins bien identifié
en fonction de la fagon dont le jeu de données est construit mais qui ne peut a priori pas
étre considéré comme représentatif de I’ensemble de ’espace moléculaire.

Dans un contexte d’optimisation de propriétés moléculaires cotiteuses, des modeles
d’apprentissage prédisant avec une précision suffisante les valeurs de propriété cible pour-
raient permettre de limiter le cotit de 'optimisation. Or, les résultats de nos travaux anté-
rieurs laissent entendre que la qualité de ces modeles d’apprentissage serait conditionnée
entre autres par la qualité du jeu de données d’entrainement. Ces résultats motivent les
travaux que nous menons dans ce chapitre, qui consistent a proposer une approche pour
la génération d'un jeu de données avec une forte diversité moléculaire. Ce jeu de données
pourrait étre utilisé en tant que jeu de données d’entrainement d’un modele d’appren-
tissage de propriétés moléculaires, dont on pourrait espérer qu’il possede une meilleure
capacité de généralisation.

Nous proposons de considérer le probleme de génération d’un jeu de données molé-
culaires divers comme un probléme d’optimisation moléculaire. Le concept de diversité

moléculaire peut étre saisi intuitivement, mais il existe différentes facons de le définir.
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Indépendamment de sa définition, nous cherchons a maximiser la diversité moléculaire
au sein d'un ensemble de solutions a 1’aide d’'une méthode d’optimisation. Les problemes
d’optimisation sont typiquement définis a 1’aide d’une fonction objectif qui évalue la qua-
lité d’une solution de fagon indépendante des autres solutions de I’espace de recherche.
Or dans le cas présent, la qualité des molécules ne peut pas étre évaluée sans considérer
I’ensemble du jeu de données. La mesure de diversité est en fait une évaluation du jeu
de données, et non des solutions qu’il contient. Afin de traiter ce probléeme comme un
probléeme d’optimisation moléculaire, nous proposons de considérer une mesure de contri-
bution a la diversité moléculaire de I’ensemble du jeu de données. Cette mesure peut étre
utilisée en tant que fonction objectif d’'une méthode d’optimisation, mais nécessite toute-
fois une procédure d’optimisation adaptée car son calcul est dépendant de I’ensemble des

molécules contenues dans le jeu de données.

Pour résoudre le probleme d’optimisation de la contribution a la diversité moléculaire,
nous proposons d’utiliser I'algorithme évolutionnaire que nous avons congu au chapitre
précédent. Nous choisissons de définir la diversité moléculaire selon la mesure d’entro-
pie de Shannon, appliquée a un descripteur moléculaire [SHANNON 1948]. 1l s’agit d’une
métrique relativement cotiteuse. Nous allons cependant montrer que nous pouvons en pro-
poser une approximation efficace dans le cadre de notre algorithme évolutionnaire. Cette
approximation est rendue possible par la considération des descripteurs a 1’échelle de la
population et par une mise en cache de ces valeurs et un traitement par lot lors de la

génération des solutions a chaque étape d’optimisation.

Dans la littérature, il existe des travaux associant un algorithme évolutionnaire avec
une procédure permettant de garantir un certain niveau de diversité au sein de la popula-
tion de solutions. A titre d’exemple, [TSUJIMURA et GEN 1998] proposent d’appliquer des
perturbations aléatoires a des individus de la population lorsque la valeur d’'une mesure
de la diversité au sein de la population est inférieure a un seuil. Pour 'optimisation molé-
culaire, [NIGAM et al. 2020] proposent un algorithme évolutionnaire pour I'optimisation
de propriétés moléculaires, dans lequel un réseau de neurones est utilisé pour assigner un
score favorisant la génération de molécules n’appartenant pas a des zones précédemment
explorées de ’espace moléculaire. MolFinder est un algorithme de type CSA, dont le fonc-
tionnement est décrit en section 1.3.1 de ce mémoire, et qui integre donc des mécanismes
permettant de garantir un certain niveau de diversité au sein de la population [KWON
et LEE 2021]. L’intérét de ces mécanismes est de favoriser 1'exploration de l'espace de

recherche lors de la procédure d’optimisation. Or, nous avons observé dans le chapitre
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précédent que notre algorithme évolutionnaire possede une tendance forte a 'intensifica-
tion. Ces travaux suggerent donc qu’indépendamment de notre objectif de générer un jeu
de données possédant une grande diversité, notre approche pourrait permettre d’améliorer
les performances d’optimisation de notre algorithme évolutionnaire en offrant un meilleur

compromis entre intensification et exploration.

Les travaux que nous présentons au sein de ce chapitre ont été effectués en collabo-
ration avec Marta Glavatkikh, qui est une chimiste qui au moment de la réalisation de
ces travaux était post-doctorante au sein de notre équipe de recherche. Nous évoquons
dans ce chapitre 'ensemble des travaux que nous avons effectués en collaboration sur ce
sujet. Nous présentons un résumé des travaux correspondant a ses contributions. Il s’agit
de la génération d'un jeu de données de grande taille possédant une diversité molécu-
laire importante, et de I’étude de cette diversité. Nous présentons en détail les travaux
correspondant a mes contributions personnelles. Il s’agit de la définition d’'une méthode
efficace pour la maximisation de la diversité moléculaire, et de la démonstration que cette

diversité peut permettre I'optimisation plus efficace d'une propriété moléculaire.

Ce chapitre est organisé de la maniere suivante. D’abord, nous effectuons un bref état
de 'art de mesures de la diversité moléculaire proposées dans la littérature, ainsi que de
descripteurs moléculaires qui sont adaptés pour servir de support a ces mesures. Par la
suite, nous détaillons notre méthode d’optimisation de la diversité moléculaire ainsi que
les approximations qui en permettent un calcul efficace. Nous résumons ensuite les travaux
menés par Marta Glavatkikh, qui montrent que notre approche permet effectivement de
générer une diversité moléculaire importante. Finalement, nous étudions notre approche
dans le cadre de 'optimisation conjointe de I'objectif de diversité et d’une propriété mo-

léculaire.

3.2 Quantification de la diversité moléculaire

Nous proposons dans cette section un bref état de I’art dédié a la quantification de la
diversité moléculaire au sein de la littérature. Nous nous intéressons a différentes mesures
de diversité, puis aux descripteurs moléculaires sur lesquelles elles peuvent s’appuyer.
Ces concepts ne sont pas abordés au Chapitre 1 d’état de 'art car ils sont mobilisés

exclusivement dans le présent chapitre.
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3.2.1 Mesures de diversité

Diversité externe Certains benchmarks proposent d’évaluer la capacité des modeles
de génération a reproduire la distribution d’'un jeu de données de référence selon une mé-
trique [BROWN et al. 2019; POLYKOVSKIY et al. 2020|. Pour cela, une mesure que 1'on
peut qualifier de « diversité externe » est définie afin de mesurer la distance entre les don-
nées générées et un jeu de référence. Il s’agit d’une métrique qui a du sens particulierement
pour les méthodes de génération moléculaire basées sur un modele d’apprentissage pro-
fond génératif. On cherche alors a montrer que le modele peut générer des molécules qui
suivent la distribution du jeu de données d’entrainement. Dans ce contexte, la diversité
externe est une métrique que ’on cherche a minimiser. Parmi ces métriques, nous pouvons
mentionner la « Fréchet ChemNet distance » (FCD), qui est mesurée dans I’espace latent
d’un réseau de neurones entrainé pour la prédiction de propriétés moléculaires [PREUER
et al. 2018]. Nous pouvons également mentionner la mesure de distance au voisin le plus
proche. Cette derniere est calculée comme la moyenne des distances entre les éléments de
I’ensemble évalué et leurs voisins les plus proches dans le jeu de référence. Cela nécessite
une mesure de distance entre deux molécules quelconques. La distance de Tanimoto entre
les caractéristiques ECFP est communément utilisée pour cela (voir la section 1.1.3 de ce

mémoire).

Diversité interne Les mesures de diversité externe ne sont pas adaptées aux travaux
que nous menons dans ce chapitre, car elles sont exprimées a partir d’un jeu de données de
référence externe. Or, nous souhaitons ici maximiser la diversité interne a un unique jeu
de données. Dans la littérature, des travaux proposent d’étudier la diversité moléculaire a
partir de I’étude des caractéristiques d'un descripteur moléculaire pertinent [LIPKUS et al.
2008]. Nous décrivons dans la suite de ce chapitre plusieurs descripteurs moléculaires qui
peuvent étre utilisés dans ce contexte. L’analyse statistique de ces descripteurs permet de
décrire une forme de diversité moléculaire au sein d’un jeu de données, mais n’en fournit
pas une mesure quantitative. Une fagon directe d’obtenir une telle mesure est de calculer
la distance moyenne entre toutes les paires de molécules, selon une mesure de distance
[BENHENDA 2017]. Ce calcul peut étre formalisé de la fagon suivante, avec D la mesure
de diversité basée sur la distance ainsi définie, X le jeu de données dont on souhaite
évaluer la diversité, et d une fonction évaluant la distance entre deux points de 'espace
de recherche. La notation | X| représente la cardinalité de I'ensemble X et donc le nombre

de valeurs qu’il contient.
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D(X):’;P > d(ay) (3.1)
(

z,Y)EX XX

Pour notre application, I'inconvénient majeur de cette approche est qu’il s’agit d'un
calcul relativement cotiteux. Considérons la contribution a la diversité de 1’ajout d’une
solution z dans un jeu de données X, qui correspond au calcul D(X U{z}) — D(X). Cela
implique le calcul des distances entre toutes les paires de solutions de X et de X U {x}.
Les résultats intermédiaires du calcul de D(X) peuvent étre réutilisés pour le calcul de
D(X U{x}), mais il est néanmoins nécessaire de calculer les distances entre x et tous les
éléments de X a chaque évaluation de la contribution d’une solution x quelconque a la

diversité d’un jeu de données X.

Dans nos travaux, nous utiliserons une mesure de la diversité moléculaire basée sur
la mesure d’entropie de Shannon [SHANNON 1948]. Cette mesure peut étre calculée de
maniere exacte selon ’équation (3.2), pour un jeu de données X qui correspond ici a une
matrice de taille M x N représentant pour chaque molécule sa valeur selon un descripteur
binaire. Le jeu de données contient M molécules et le descripteur est de dimension N.

EME caractéristique

Nous notons P;(X) la proportion de molécules de X pour lesquelles la i
du descripteur vaut Vrai. X correspond a la négation de la matrice X, c¢’est-a-dire que

toutes les valeurs Vrai prennent la valeur Faux et inversement.

Heaer(X) = =3~ (P(X) log P(X) + Pi(X)log P;(X)) (3.2)

i=1

Dans I"équation (3.2), I'expression contenue dans la somme vaut 0 si P;(X) vaut 0

EME - caractéristique du descripteur n’est présente dans aucune

ou 1, c’est-a-dire si la ¢
solution ou si elle est présente dans toutes les solutions. Il s’agit d'un comportement
attendu puisque dans les deux cas il n’existe aucune diversité pour cette caractéristique.
Chaque terme de la somme admet sa valeur minimale pour une proportion P;(X) égale a
0.5. Cela implique que la valeur maximale de I’entropie du jeu de données est atteinte si
toutes les caractéristiques du descripteur sont présentes dans la moitié des solutions. Nous
montrerons dans la suite de ce chapitre que la mesure de contribution a la diversité peut

étre calculée de maniere efficace lorsqu’elle est définie a partir de la mesure d’entropie.
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3.2.2 Descripteurs moléculaires

Les mesures de diversité sont exprimées a partir d’'un descripteur moléculaire. En fonc-
tion des mesures, des descripteurs tres différents peuvent étre utilisés. Par exemple, pour
la diversité externe, le descripteur moléculaire nécessaire au calcul de la mesure de FCD
est 'espace latent d'un modele d’apprentissage profond. Pour les métriques exprimées a
partir d’'une mesure de distance moléculaire, les caractéristiques ECFP sont typiquement
utilisées en association avec la distance de Tanimoto.

L’estimation de la diversité selon ’entropie de Shannon contraint tres peu le choix du
descripteur moléculaire. Tout descripteur moléculaire binaire peut ainsi étre utilisé. Pour
les expériences que nous menerons dans la suite de ce chapitre, nous utiliserons le descrip-
teur sous forme de vecteur binaire de shingles que nous avons présenté en section 1.1.3
de ce mémoire. Pour rappel, les shingles correspondent a des sous-graphes moléculaires
centrés autour d'un atome et d’un rayon défini par un parametre r. Les caractéristiques
définies par les shingles sont trés génériques. Dans un contexte d’estimation de la diversité,
ce descripteur peut toutefois souffrir de défauts potentiels. D’abord, il encode des struc-
tures locales, et ne peut donc pas représenter des caractéristiques a 1’échelle des cycles
ou des groupes de cycles selon la valeur de r, ni a I’échelle de la molécule. Ensuite, la
grande généricité des shingles implique une explosion combinatoire rapide qui risque de
les rendre impraticables pour des rayons supérieurs a 1 ou 2 atomes. Dans les travaux
que nous effectuons au sein de ce chapitre, nous étudions également d’autres descripteurs
plus spécifiques, qui permettent de représenter des caractéristiques qui nous semblent

pertinentes dans un contexte d’estimation de la diversité.

Scaffolds génériques et scaffolds Les scaffolds génériques sont des descripteurs dont
I'objectif est de représenter de maniere générique ’ensemble de la structure moléculaire.
Ils correspondent en fait au graphe non valué des atomes et des liaisons, c¢’est-a-dire que ni
les types d’atomes ni les types de liaisons ne sont représentés. Ce descripteur pourrait ainsi
étre encodé sous la forme d’un graphe classique avec un ensemble de sommets et d’arétes
non valués. Par mesure d’homogénéité avec les autres descripteurs basés sur le graphe,
nous le représentons sous la forme d’un graphe moléculaire dans lequel tous les atomes
sont remplacés par des atomes de carbone, et toutes les liaisons sont remplacées par des
liaisons simples. Il s’agit de la facon dont ce descripteur est implémenté au sein de la
bibliotheque RDKit [LANDRUM 2010]. A titre d’exemple, la Figure 3.1 présente le scaffold

générique de la molécule de celecoxib. Il existe une variation de ce descripteur nommée
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FIGURE 3.1 — Dessin moléculaire de la molécule de celecoxib et de descripteurs molécu-
laires qui en sont tirés. Scaffold, scaffold générique et 'ensemble des trois groupes IFG.

scaffold, qui comme son nom l'indique est moins générique dans le sens ou elle considere
le type des atomes et des liaisons. Toutefois ce descripteur ne représente pas I’ensemble de
la molécule, sans quoi il serait équivalent au graphe moléculaire, mais plus spécifiquement
la partie « centrale » de la molécule qui contient I’ensemble des cycles. Précisément, les
scaffolds sont définis comme le plus petit sous-graphe moléculaire contenant 1’ensemble
des cycles de la molécule. Cela revient a représenter le ceur de la molécule, sur lequel
peuvent étre branchés des groupes d’atomes. A titre d’exemple, nous présentons dans la
Figure 3.1 le scaffold de la molécule de celecoxib. Nous pouvons observer qu’il contient
les trois cycles de la molécule ainsi que les liaisons qui les unissent, mais pas les groupes

d’atomes qui y sont branchés.

IFG Les scaffolds et les scaffolds génériques sont définis pour représenter une structure
globale de la molécule. D’autres descripteurs comme les shingles sont au contraire définis
pour encoder des structures locales. Nous nous intéressons désormais aux descripteurs
nommés IFG, ce qui correspond a l'acronyme de 'algorithme qui les génere et qui est
nommé « identify functional groups » [ERTL 2017]. Les IFG correspondent également &

des sous-graphes moléculaires, mais contrairement aux shingles sont de taille variable et
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sont définis pour encoder un sous-ensemble des environnements locaux jugé pertinent par
des chimistes. Les IFG correspondent en réalité a une facon d’extraire dynamiquement
les « groupes fonctionnels », c’est-a-dire des groupes d’atomes dont il est attendu qu’ils
aient des propriétés spécifiques lorsqu’ils sont présents dans une molécule. Les IFG sont
construits en marquant d’abord tous les hétéroatomes de la molécule, ainsi que certains
atomes de carbone selon des regles liées a la chimie et aux groupes fonctionnels que nous
ne détaillons pas ici. Tous les sous-graphes connectés composés exclusivement d’atomes
marqués sont extraits et forment les IFG de la molécule. En Figure 3.1, nous représentons

le dessin moléculaire des trois caractéristiques IFG extraites de la molécule de celecoxib.

Checkmol Pour finir, nous nous intéressons a un descripteur obtenu par un programme
nommé CheckMol [HAIDER 2010]. Par souci de simplicité, nous nommons également ce
descripteur checkmol. Ce descripteur encode également des groupes fonctionnels, mais a
partir cette fois d'une liste prédéfinie de groupes admissibles qui sont détectés dans la
molécule. 11 s’agit donc d’un descripteur plus spécifique que les IFG, puisque les groupes
fonctionnels ne sont pas identifiés dynamiquement. La liste des groupes détectés est de
plus assez restreinte, puisqu’elle en contient 204. Il s’agit de groupes fonctionnels commu-
nément reconnus dans la nomenclature des chimistes. Contrairement aux descripteurs pré-
sentés précédemment qui sont basés sur des caractéristiques correspondant a des graphes
moléculaires, les caractéristiques de checkmol sont des chaines de caracteres décrivant les
groupes détectés au sein des molécules. A titre d’exemple, la molécule de celecoxib présen-
tée en Figure 3.1 possede quatre groupes fonctionnels selon CheckMol. 1l s’agit des groupes
« dérivé d’halogene » car la molécule contient des atomes de fluor, « sulfonamide » car
elle contient le groupe formé autour de 'atome de soufre, « composé aromatique » car elle
contient au moins un cycle aromatique et finalement « composé hétérocyclique » car I'un

des cycles contient des hétéroatomes?!.

3.3 Meéthode

Approximation de la mesure d’entropie

Nous proposons d’aborder le probleme de génération d’'un jeu de données moléculaires

divers comme un probleme d’optimisation moléculaire. Pour que ce probléme puisse étre

1. Pour rappel, le terme hétéroatome qualifie tout atome lourd qui n’est pas un atome de carbone.
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traité par des méthodes d’optimisation moléculaire qui sont basées sur la définition d’une
fonction objectif évaluant des molécules, nous allons définir un objectif de contribution a
la diversité totale du jeu de données. Baser cette procédure d’optimisation sur la fonction
Hexaet définie en équation (3.2) serait tres cotiteux. Nous allons effectuer plusieurs approxi-
mations et optimisations de ce calcul afin d’en limiter le cotit. La premiére approximation
consiste a ne considérer que les caractéristiques qui sont présentes dans le descripteur
moléculaire, et non les caractéristiques absentes que ’on représente par X dans la défi-
nition de Heyaet(X). Cela permet de simplifier 'expression de la mesure d’entropie, qui
peut alors s’exprimer selon les équations (3.3) et (3.4). Cette nouvelle formulation est
équivalente a la définition de Hexaet si 'on ignorait le second terme de la somme. Dans
cette nouvelle formulation, nous séparons le calcul de I’entropie globale du jeu de données
X en équation (3.3) et le calcul de la contribution de chaque descripteur a l'entropie
totale en équation (3.4). Dans cette derniere, D; représente la caractéristique dont on
cherche a évaluer I’entropie au sein de la population, dont 7 est I'indice au sein du descrip-
teur moléculaire binaire. C;(X) correspond au nombre d’occurrences de D; au sein de X,
¢’est-a-dire au nombre de fois que la valeur Vrai est présente en colonne ¢ de la matrice

X. | X| correspond a la taille de la population. Selon les notations utilisées préalablement,
Ci(X) Ci(X)

X1 X1
elle fait apparaitre explicitement la matrice X et sa taille | X |, qui sont nécessaires pour

pourrait étre remplacé par P;(X). Nous préférons ici utiliser la notation car

comprendre les approximations que nous définissons dans la suite de cette section.

H(X) = ZN:H(Di, X) (3.3)
H(D;, X) = —Cp(?’( ) log OIE?I( ) (3.4)

Comme pour l'équation (3.2), l'expression contenue dans la somme c’est-a-dire ici
H(D;, X) vaut 0 si une caractéristique n’est présente dans aucune molécule ou si elle
est présente dans toutes les molécules du jeu de données. Cela correspond aux cas pour
lesquels P;(X) (ou ici C")(()l()) vaut 0 ou 1. En revanche, le point pour lequel cette contri-
bution est la plus importante est ici Cf)(()f) = e !, c’est-a-dire environ 0.368. Alors que

la contribution d'un descripteur a l'entropie totale est maximale lorsque la proportion

d’occurrences de ce descripteur au sein du jeu de données est de 0.5 pour Hegct, €lle
est maximale pour une valeur plus faible pour 'approximation de l’entropie que nous

définissons ici. Par conséquent, maximiser H(X) favorisera légerement ’absence de ca-
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ractéristiques du descripteur plutét que leur présence. En pratique, cela aura un impact
tres faible car les vecteurs des descripteurs que nous serons amenés a manipuler sont
creux, et contiennent donc majoritairement des valeurs Faux. Cela est dii au fait que si
I’on consideére une contrainte de taille maximale pour les molécules, chaque molécule ne
peut contenir qu'une quantité relativement faible de caractéristiques. Cette quantité est

nettement inférieure au nombre de caractéristiques possibles.

Définition des mesures de contribution a la diversité moléculaire

Nous cherchons a adapter ’algorithme évolutionnaire que nous avons proposé au Cha-
pitre 2 au probleme de la maximisation de la contribution a la diversité moléculaire
de la population. Dans notre algorithme évolutionnaire, la population admet une taille
maximale, ce qui implique que pour étre inséré dans la population un individu doit en
remplacer un autre. Pour rappel, nous considérons qu’il peut exister au sein de la popu-
lation des individus indéfinis qui sont alors remplacés en priorité jusqu’au remplissage de
la population par des individus définis. L’impact sur la diversité globale de la population
du remplacement d'un individu par un autre dépend de 'individu ajouté mais également
de l'individu qui disparait. D’autre part, rappelons que notre algorithme évolutionnaire
nécessite au début de chaque étape d’optimisation un tri des individus selon la fonction
objectif pour former la liste notée L des individus devant étre remplacés a 1’étape cou-
rante. Ce tri est décrit dans la section 2.2.4 de ce mémoire. Cela nous amene a évaluer la
différence d’entropie associée a la suppression d’un individu pour la sélection des individus
devant étre remplacés, et la différence associée a 'ajout d'un individu pour la sélection
des mutants insérés au sein de la population.

Ainsi, nous définissons une mesure Ag(x, X) qui correspond a la différence d’entropie
qui résulte de la suppression de la solution = de la population. La population est repré-
sentée par la matrice X, qui est obtenue par calcul du descripteur pour tous les individus.
Ag(z, X) peut étre calculé naivement selon 1'équation (3.5). La liste L peut étre formée
selon un tri décroissant des valeurs de Ag(z, X) des individus de la population. On rem-
place ainsi les individus dont la suppression fait le moins diminuer la diversité. Lorsque
notre algorithme évolutionnaire est utilisé pour maximiser des propriétés moléculaires in-
dépendamment d’un objectif de diversité, les éléments de L sont sélectionnés selon un tri
croissant des valeurs de fonction objectif, afin que les solutions remplacées soient celles
qui possedent les scores les plus faibles. Pour garder un comportement cohérent, nous

choisissons ici de trier les valeurs de —Ag(z, X) selon un tri croissant.
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As(r, X) = H(X \{z}) - H(X) (3.5)

De maniére symétrique, nous pouvons définir une mesure A,(z, X) qui correspond a

la différence d’entropie qui résulte de I’ajout de la solution x au sein de la population.

Au(z, X) = H(X U{z}) — H(X) (3.6)

Approximation des mesures de contribution a la diversité moléculaire

Nous avons formé la mesure H(X) de la diversité du jeu de données décrit par la
matrice X comme une approximation de la mesure Heyaet(X). Nous proposons désormais
d’effectuer une approximation supplémentaire, qui correspond a une approximation de la
contribution a la diversité moléculaire. Cette approximation, que nous notons A’, est ba-
sée sur I'hypothese que la population est de taille constante | X|. Elle permet de réutiliser
un grand nombre de calculs, puisque le dénominateur des fractions de I’équation (3.4) est
alors constant a travers tous les calculs. Cela implique que lorsqu’un individu est sup-
primé ou inséré, les calculs sont effectués en considérant que la population est de taille
inchangée. Cette approximation se préte facilement au fonctionnement de notre algorithme
évolutionnaire, dans lequel les individus sont intégrés a la population par remplacement
d’un individu qui disparait. La population est ainsi de taille constante a 1’échelle d’une
étape d’optimisation. Rappelons toutefois que lorsque la population est initialisée a partir
d’un nombre de solutions inférieur au parametre de taille de la population, nous consi-
dérons que la population est composée d'un certain nombre de solutions non définies,
qui sont remplacées progressivement jusqu’a remplissage de la population par des solu-
tions définies. Pour les calculs de contribution a la diversité également, nous considérons
que la population est de taille | X| méme si une partie des individus n’est pas définie a
I'initialisation.

Selon cette hypothese, nous pouvons définir le calcul d5(D;, z, X) de la différence d’en-
tropie pour une caractéristique D; lorsqu'une molécule x est retirée de la population, selon
I'équation (3.7). Dans cette équation, X \ {z} est une notation représentant la matrice
X privée des valeurs correspondant a la molécule x. () représente la description d’une
« molécule vide » qui est ajoutée artificiellement a X dans I’équation pour souligner le
fait que la taille de X ne change pas. Le descripteur correspondant a x peut contenir ou

ne pas contenir la caractéristique D;. Si elle ne la contient pas, la valeur de d, est nulle.
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0s(Dj,x, X) = H(Dy, X \ {z} U{0}) — H(D;, X) (3.7)

Ainsi, seules les caractéristiques contenues dans une molécule z sont impliquées pour
calculer la contribution a ’entropie de la population X lors de la suppression de x. Cette

quantité, que 'on nomme A’ (z, X), peut étre calculée de la fagon suivante.

Ay(r, X) = Y 6(Di, X) (3.8)

Djex

De facon tres similaire, nous pouvons définir une estimation de la contribution a la
diversité moléculaire lors de 'ajout d’une molécule au sein de la population. En équa-
tion (3.9), nous définissons d,(D;,x, X) qui permet de calculer la différence d’entropie
pour la caractéristique D; lorsque x est ajoutée a la population. Nous faisons apparaitre
les descripteurs d’'une « molécule vide » qui est virtuellement supprimée de la popula-
tion afin de faire apparaitre que la taille de X est inchangée dans le calcul de H. Cela
permet de définir la quantité Al (x, X) qui permet de calculer la différence d’entropie
causée par l'ajout de la molécule x au sein de la population, en considérant uniquement

les caractéristiques présentes dans x.

5a(Diy v, X) = H(Dy, X U {2} \ {0}) — H(D;, X) (3.9)
Az, X) = 3 64(Dy, 2, X) (3.10)

La quantité A/ (x, X) peut étre utilisée pour évaluer la contribution a l’entropie de
I’ajout d’une solution au sein de la population de notre algorithme évolutionnaire. Ce-
pendant elle ne prend pas réellement en compte la différence d’entropie qui a lieu lors de
I'insertion de la solution au sein de la population, puisque cette solution en remplace né-
cessairement une autre dont les caractéristiques sont alors retirées de la matrice X. Ainsi,
nous proposons une derniere mesure permettant d’estimer la contribution a ’entropie de
la population du remplacement d’'une molécule x; par une molécule z,, selon I’ensemble
des approximations que nous avons définies. Cette mesure est notée A/ (x,, x,, X) et est
définie selon I'équation (3.11). La notation z, \ z, (resp. x, \ s) représente l'ensemble
des caractéristiques de la molécule z; qui ne sont pas présentes dans x, (resp. ’ensemble
des caractéristiques de x, qui ne sont pas présentes dans z,). Cette quantité correspond

a la somme de la contribution a ’entropie de la suppression de x, et de la contribution a
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I’entropie de I'ajout de x,. Les caractéristiques qui sont présentes dans les deux solutions
sont ignorées lors du calcul puisqu’elles restent inchangées dans la population malgré le

remplacement.
A (g, 10, X) = AlL(zs \ 70, X) + AL (24 \ 4, X) (3.11)

Optimisation évolutionnaire efficace de ’entropie de la population

Nous intégrons les équations que nous avons définies dans cette section au sein de notre
algorithme évolutionnaire. Cette intégration est relativement transparente en termes d’im-
plémentation car nos équations sont définies pour 'optimisation de la diversité a 1’aide
d’un algorithme a base de population. Il existe toutefois deux spécificités de la méthode
que nous présentons ici qui doivent étre prises en compte pour l'implémentation. La
premiere est que la fonction A’ utilisée pour sélectionner les solutions candidates au rem-
placement est différente de la fonction Al qui est utilisée pour évaluer des solutions pour
leur ajout dans la population. Dans un algorithme évolutionnaire classique, la fonction
objectif permet de remplir ces deux roles. La deuxieéme spécificité est que la fonction
A! est dépendante de la solution qui va étre remplacée en plus de la solution dont le
score de contribution a la diversité est évalué. Or, une fonction objectif est typiquement
dépendante uniquement de la solution évaluée.

Notre approximation de la contribution a la diversité met a profit le fait que de
nombreux calculs peuvent étre réutilisés puisque 'on considere une population de taille
constante et que l'on calcule la contribution a la diversité a travers la contribution des
caractéristiques des descripteurs, qui sont considérées indépendamment. Cette approxi-
mation permet un gain de temps lors de I'optimisation évolutionnaire car elle nous permet
de définir un cache des valeurs de contributions a la diversité selon I’état de la population
au début de 'étape courante d’optimisation. Selon I’Algorithme 1 qui est présenté en
section 2.2.4, chaque étape d’optimisation voit en effet le remplacement de TuilleLot indi-
vidus. Pour 'optimisation de la diversité moléculaire, nous calculons au début de chaque
é¢tape d’optimisation un cache des valeurs de contribution a la diversité des caractéris-
tiques du descripteur. Ce cache sera utilisé pour le calcul des scores des individus générés
lors de I'étape courante. Cela correspond au pré-calcul de H(D;, X') pour I'ensemble des
caractéristiques D; selon I'état de la population X. Cela correspond également au calcul
des quantités H_(D;, X) et H, (D;, X) pour toutes les caractéristiques. Ces deux quantités

sont définies ci-dessous.
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H_(D;, X) = —C"(i;)’_ ! log Ci(’);)'_ ! (3.12)
H.(Di, X) = —Ci(i;)r L log Oi(f;)r ! (3.13)

L’utilisation des valeurs ainsi stockées permet ainsi un calcul des quantités d,(D;, z, X)
et da(D;, x, X)) durant 1'étape courante sans nécessiter aucun nouvel appel a H(D;,x).

Elles peuvent en effet étre calculées de la facon suivante.

(3.14)

Implémentation Nous proposons une implémentation de la méthode que nous avons
décrite dans cette section, qui est intégrée directement a I'implémentation de notre algo-
rithme évolutionnaire que nous avons déja évoquée au chapitre précédent. Cette implé-

mentation est disponible et est documentée sur la plateforme GitHub 2.

3.4 Génération d’un jeu de données avec une forte

diversité

Dans cette section, nous cherchons a montrer que notre approche permet effectivement
de générer une forte diversité moléculaire, a travers la génération d'un jeu de données
moléculaires divers de grande taille. Il s’agit d'une partie des travaux dans laquelle ma
contribution est minoritaire, et par conséquent nous en proposons ici un résumé. Une

présentation détaillée est proposée dans notre article [LEGUY et al. 2021c¢].

Génération des données

Nous nous appuyons sur notre approche d’optimisation de la diversité moléculaire
pour générer un jeu de données de grande taille contenant une forte diversité moléculaire.
Ce jeu de données est généré selon une procédure relativement complexe que nous résu-
mons ici. Elle consiste a générer itérativement et de fagon indépendante 6 jeux de données

contenant chacun environ 200 000 molécules a I'aide de notre procédure d’optimisation.

2. https://github.com/jules-leguy/EvoMol
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3.4. Génération d’un jeu de données avec une forte diversité

Ces 6 exécutions utilisent des parametres d’optimisation qui different légerement. Parmi
ces parametres, nous pouvons mentionner notamment la population initiale et le choix
des descripteurs moléculaires utilisés pour le calcul et 'optimisation de la diversité mo-
léculaire. La population initiale correspond soit a un jeu de données que 1’on nomme
QMPC93, soit & la molécule de méthane uniquement. QMPC9 est défini comme 1'union
des jeux de données QM9 et PC9, décrits en section 1.1.4 de ce mémoire. Pour rappel,
ces deux jeux de données sont composés de molécules contenant jusqu’a 9 atomes lourds
parmi {C, N, O, F}, qui sont associées a leur calcul en DFT. L’union de QM9 et PC9
contient 184 158 molécules différentes.

L’objectif de contribution a la diversité pour les expériences d’optimisation de la contri-
bution a la diversité moléculaire est basé alternativement sur la combinaison des scaffolds
avec les IFG et sur la combinaison des scaffolds génériques avec les IFG. Le but est que
la diversité soit exprimée selon un descripteur prenant en compte des aspects structurels
(les scaffolds ou les scaffolds génériques) et un descripteur prenant en compte des aspects
locaux (les IFG). L’espace de recherche considéré pour I'optimisation de la diversité mo-
léculaire est également celui des molécules contenant jusqu'a 9 atomes lourds parmi {C,
N, O, F}. L’union des solutions générées dans les 6 exécutions forme un jeu de données
de grande taille, duquel toutes les molécules comprises dans QMPC9 sont retirées. Cela
forme un jeu de données contenant 1 023 624 molécules que 'on nomme Div9. « Div » est
une abréviation de « diversité », et 9 fait référence a la taille maximale des molécules en

nombre d’atomes lourds.

Niveaux de validation

La maximisation de la diversité moléculaire favorise la génération de structures molé-
culaires tres instables. Nous tentons dans une certaine mesure de limiter cette instabilité
dans les données générées. Ainsi, nous définissons une contrainte sur 1’espace de recherche
correspondant a la génération de molécules valides selon la mécanique moléculaire. Cela
signifie qu’un calcul en mécanique moléculaire de toutes les solutions générées par notre al-
gorithme évolutionnaire est effectué avant leur insertion dans la population. Ils ne peuvent
intégrer la population que si le calcul se déroule avec succes, c¢’est-a-dire qu’il converge et

que le graphe moléculaire demeure identique apres I'optimisation. Nous avons évoqué cette

3. Par mesure de simplicité, nous n’utilisons pas la méme terminologie dans ce chapitre que dans
les résultats que nous avons publiés au sein de l'article [LEQUY et al. 2021c]. QMPC9 correspond dans
I’article au jeu de données OD9_ 0, et Div9 correspond dans l’article au jeu de données OD9_ 1.
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Jeu de données | Validation  Taille .S”ca:]folds Scaffolds IFG
génériques

QMPC9 DFT 184 158 3 798 18 850 20 075

Div9 MM 1023 624 9163 460 978 461 247

Div9 DFT 250 874 4 858 88 094 124 396

TABLE 3.1 — Taille et nombre de scaffolds, de scaffolds génériques et d’IFG en fonction
du jeu de données et du niveau de validation. QMPC9 est le jeu de données qui sert de
base a l'optimisation. Div9 est I’ensemble des données générées excluant les molécules de

QMPCO.

procédure en section 1.1.2 de ce mémoire. Cette contrainte est intégrée a notre algorithme
évolutionnaire par l'intermédiaire du parametre feon, que nous avions également utilisé
dans le chapitre précédent pour favoriser le réalisme des solutions a travers la définition
de plusieurs contraintes.

Nous définissons un second niveau de validation basé sur le calcul en DF'T des solutions
générées, qui est appliqué a l’ensemble des molécules du jeu de données Div9. Cette
procédure permet de filtrer les molécules dont 'optimisation en DFT ne converge pas,
ou dont la géométrie converge vers une organisation des atomes qui correspond a une
autre molécule. Une procédure comparable est décrite en section 1.1.2 de ce mémoire.
Une différence est que les calculs en DFT sont effectués 2 fois de maniere indépendante
dans le cas présent. Cela représente un effort de calcul considérable, qui n’a été rendu

possible que par un projet de calcul collaboratif déposé sur la plateforme BOINC 4.

Résultats

La Table 3.1 présente la taille des jeux de données QMPC9 et Div9 en fonction du
niveau de validation, et présente également le nombre d’occurrences dans ces jeux de
données des trois descripteurs moléculaires qui ont été considérés pour I'optimisation de
la diversité. On observe nettement l'effet du filtrage des molécules selon la procédure de
validation basée sur la DFT, puisque environ trois quarts des molécules de Div9 sont
filtrées. Les données permettent également de faire apparaitre et de quantifier la diversité
moléculaire générée au sein de Div9. Le jeu de données Div9 en considérant la validation
DFT contient environ 1.3 fois plus de molécules que QMPC9, et contient environ 4.7
fois plus de scaffolds et 6.2 fois plus d’IFG. En proportion, le nombre de caractéristiques

différentes a plus augmenté que la taille du jeu de données, ce qui témoigne d’'un succes

4. Voir le projet QuChemPedIA@home https://quchempedia.univ-angers.fr/athome/.
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3.4. Génération d’un jeu de données avec une forte diversité

molécules (%)
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F1GURE 3.2 — Courbes cumulatives du pourcentage de molécules en fonction du nombre
de caractéristiques contenues pour les jeux de données QMPC9 (courbe pleine noire) et
Div9 (tirets rouges). Pour chaque descripteur, les caractéristiques (axes des abscisses) sont
représentées par ordre décroissant de représentativité dans le jeu de données.

de la procédure d’optimisation de la diversité. En revanche le nombre de scaffolds géné-
riques évolue nettement moins, puisqu’il est multiplié par 1.3 environ. Cela correspond
a une évolution approximativement linéaire entre ces deux jeux de données. Une analyse
plus poussée des résultats selon des données que nous ne détaillons pas ici peut montrer
qu'un grand nombre de scaffolds génériques mene a des divergences de géométrie lors de
I'optimisation en DFT. Ainsi, malgré 'objectif de diversité, seule une quantité restreinte

de ces caractéristiques peut étre présente dans le jeu de données apres la validation DFT.

La Figure 3.2 présente une autre visualisation de la concentration de diversité au sein
du jeu de données Div9. Nous représentons pour chaque descripteur la courbe cumulative
du pourcentage de molécules (axe des ordonnées) qui correspondent aux caractéristiques
du descripteur triées par ordre décroissant de représentativité dans le jeu de données
(axe des abscisses). Cette figure présente uniquement les résultats apres validation DFT.
Nous pouvons observer par exemple que pour les scaffolds et pour les IFG, une fraction des
caractéristiques seulement (extrémité gauche de 1’axe des abscisses) est présente dans 80%
ou plus des molécules de QMPC9 (courbe noire). Pour le jeu de données que nous avons
généré en revanche, on observe que la distribution de ces descripteurs est sensiblement plus
homogene, et qu'il faut par exemple plus de 80 000 scaffolds différents pour décrire 80%
des molécules de Div9. Pour ce jeu de données également, nous observons qu’une poignée
de caractéristiques est présente dans une proportion non négligeable des molécules (40%
a 60%). Il semble finalement assez attendu que certains descripteurs trés communs soient

présents tres régulierement. Le gain de diversité peut en fait se mesurer par la présence
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de nombreuses caractéristiques qui sont tres rares dans le jeu de données. Cette figure
permet finalement d’observer une nouvelle fois que les scaffolds génériques correspondent
au descripteur pour lequel le gain observé de diversité moléculaire est le plus faible. On
observe en effet pour ce descripteur que les deux courbes sont relativement proches. En
comparaison aux autres descripteurs, nous pouvons également observer qu’il n’existe pas
de scaffolds génériques qui sont représentés dans une tres grande proportion des molécules,
pour les deux jeux de données. Pour conclure, I’ensemble de ces résultats permet de valider
que notre approche permet effectivement de générer un jeu de données avec une forte

diversité et que notre objectif a donc été atteint.

3.5 Optimisation conjointe de la diversité et d’une
propriété moléculaire

Dans cette section, nous cherchons a étudier 'effet de 'objectif de diversité lors de son
optimisation conjointe avec une propriété moléculaire. Dans la littérature, des travaux ont
montré qu’associer un algorithme évolutionnaire avec une procédure favorisant un certain
niveau de diversité au sein de la population favorise I'exploration de I’espace de recherche
et peut permettre d’obtenir des meilleures performances d’optimisation [TSUJIMURA et
GEN 1998], y compris pour I'optimisation de propriétés moléculaires [KWON et LEE 2021 ;
NicaM et al. 2020]. Nous concevons une expérience pour chercher a observer et mesurer

ce phénomene avec notre approche.

Conditions expérimentales

Nous proposons d’étudier I'optimisation conjointe de 1’objectif de diversité avec 1’ob-
jectif correspondant a la maximisation de la valeur de QED [BICKERTON et al. 2012]. Pour
rappel, la QED est une estimation de la ressemblance des molécules a des médicaments
selon les valeurs de plusieurs propriétés moléculaires. Nous avons déja étudié 'optimisa-
tion des valeurs de QED en 'absence d’objectif de diversité au sein du Chapitre 2. Pour
combiner les deux objectifs, nous proposons simplement d’utiliser une fonction objectif

définie comme une combinaison linéaire des deux objectifs.

fobj(xs’ La, X) = QED(IQ) + WA;«(ZES, Laq, X) (315)

Le poids attribué a I'objectif de QED est constant et vaut 1, tandis que nous pouvons
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faire varier le poids w attribué a l'objectif de diversité. La fonction permettant de trier
les solutions de la population pour sélectionner les individus qui seront remplacés lors de
I'étape courante est définie selon I’équation (3.16). En l'absence d’un objectif de contri-
bution a la diversité, la fonction objectif serait utilisée. Comme nous I'avons décrit dans
la section précédente, cette sélection doit étre exprimée pour 'optimisation de la diversité
selon la fonction A, dont nous considérons 'opposé afin que le tri soit effectué selon un

ordre croissant des valeurs.

fseteet (2, X) = QED(x) — wA/ (2, X) (3.16)

Les expériences sont effectuées selon les mémes parametres que les expériences présen-
tées au Chapitre 2 pour 'optimisation des valeurs de QED avec une population de taille
1000. Nous considérons un espace de recherche composé de molécules contenant jusqu’a
38 atomes lourds parmi {C, N, O, F, P, S, Cl, Br}. Les parameétres de I'algorithme sont
identiques a ’exception du nombre d’étapes d’optimisation évolutionnaire qui est abaissé
a 800, contre 1500 dans les expériences précédentes. Ce choix est simplement lié au fait
que nous avons observé qu’il s’agit d'un nombre d’étapes suffisant pour la convergence vers
des valeurs élevées de QED. Nous menons des expériences en utilisant indépendamment
trois descripteurs de la diversité. Comme les expériences précédentes, nous étudions ’opti-
misation de la diversité selon les IFG. En revanche, nous n’étudions pas I'optimisation de
la diversité selon les scaffolds ou les scaffolds génériques. La raison est que I'optimisation
de la diversité selon I'un de ces descripteurs seulement a peu d’impact, puisqu’il n’existe
qu’un unique scaffold ou scaffold générique par molécule. En tant que descripteur pour le
calcul de la diversité, nous utilisons également les shingles de rayon 1 ainsi que checkmol
dans des expériences indépendantes. Il s’agit de deux descripteurs mettant en évidence
des caractéristiques locales, qui sont trés génériques mais de petite taille pour les shingles
et tres spécifiques mais de taille variable pour checkmol. En comparaison, les IFG sont de
spécificité intermédiaire et également de taille variable.

Pour chacun des descripteurs, nous faisons varier le parameétre w parmi les valeurs {0.1,
1, 10, 100, 1000}. Nous choisissons cet intervalle assez étendu de valeurs car il semble dif-
ficile de prédire a priori 'ordre de grandeur des valeurs de A! et Al. Ces dernieres sont
dépendantes notamment de la taille de la population et de la dimension du descripteur.
Or, la dimension effective des descripteurs peut varier beaucoup. Méme en considérant
que la dimension est connue a l'avance, il est aisé de calculer la plus grande valeur d’en-

tropie H(X) possible, mais il ne semble pas trivial de déterminer la valeur maximale
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FIGURE 3.3 — Evolution de la valeur maximale de QED au sein de la population exprimée
en fonction du nombre d’appels a la fonction objectif, selon le descripteur moléculaire et
le poids w attribué a l'objectif de diversité moléculaire. Les valeurs représentées corres-
pondent a la moyenne observée parmi les 10 exécutions.

de contribution a la diversité. Quand bien méme elle serait connue, la contribution a la
diversité pourra prendre comme valeurs des ordres de grandeur tres éloignés en fonction
de I'état de la population. Nous effectuons également une expérience de référence en 1’ab-
sence d’optimisation de la diversité, ce qui correspond a un paramétrage w = 0. Toutes

les expériences sont effectuées 10 fois de maniere indépendante.

Résultats

Les résultats sont présentés graphiquement en Figure 3.3. Cette figure représente
pour chaque descripteur moléculaire et selon le poids w attribué a 'objectif d’entropie
la moyenne parmi les 10 exécutions des valeurs maximales de QED au sein de la popu-
lation, en fonction du nombre d’appels a la fonction objectif. L’expérience de référence
en l'absence d’objectif de diversité est représentée en noir. Indépendamment des descrip-
teurs, on observe deux groupes d’expériences pour lesquelles les performances sont systé-
matiquement supérieures (représentées en bleu) ou inférieures (représentées en rouge) a
I’expérience de référence. Les expériences en rouge correspondent a des valeurs élevées du
parametre w (au moins égales a 100), tandis que les expériences en bleu correspondent a
des valeurs « modérées » de w (comprises entre 0.1 et 10). Les résultats des expériences
en bleu permettent de mettre en évidence que l'objectif de diversité peut effectivement
permettre d’optimiser la propriété moléculaire cible de maniere plus efficace qu’en 1’ab-
sence de cet objectif, si la pondération des objectifs respecte un certain équilibre. On

observe en effet que des valeurs trop élevées de w (courbes rouges) meénent a une forte
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0.9 0.94 0.948
Desc. w | ERT Succes| ERT Succes|] ERT Succes
Aucun 0.0 | 58994 10 | 84245 10 | 131973 9
0.1 | 9224 9 | 15432 10 | 23420 10
1.0 | 1870 10 | 3524 10 6034 10
IFG 10.0 | 2485 10 | 4089 10 8183 9
100.0 | 6010 1 - - - -
1000.0 - - - - - -
0.1 | 2781 10 | 14698 10 | 63723 10
1.0 | 5567 10 | 9072 10 | 14136 10
checkmol 10.0 | 1811 10 | 3978 10 | 10811 10
100.0 | 14748 2 - - - -
1000.0 - - - - - -
0.1 3271 10 | 11719 10 | 16476 10
1.0 | 4170 10 | 5391 10 8636 10
shingles 10.0 | 1334 10 | 8129 10 - -
100.0 - - - - - -
1000.0 - - - - - -

TABLE 3.2 — Mesure d’espérance du cotlit de I’exécution en nombre d’appels a la fonction
objectif (ERT) et nombre de succes parmi 10 exécutions pour l'obtention d’une solution
ayant une QED au moins égale aux cibles 0.9, 0.94 et 0.948 selon le descripteur moléculaire
et selon le poids w attribué a 'objectif de diversité. Pour chaque stratégie d’initialisation
et pour chaque valeur de QED cible, la valeur d’ERT la plus faible est mise en évidence
en gras. Les tirets correspondent aux valeurs non définies d’'ERT (absence de succes).

dégradation des résultats. Il est intéressant de remarquer que pour ces expériences, les
valeurs de QED augmentent pendant un certain temps puis chutent, souvent brutale-
ment et drastiquement. Il semble que I'objectif de contribution a la diversité « prenne le
pas » sur l'objectif lié a la QED. Cela signifie que passé un certain seuil, les gains de QED
deviennent négligeables par rapport aux valeurs de 'objectif de diversité. Cet effet semble

apparaitre apres qu’il n’existe plus d’individus non définis au sein de la population.

Nous cherchons maintenant a quantifier le gain en termes d’efficacité de la recherche
obtenu par 'utilisation de ’objectif de contribution a la diversité. Pour cela, nous repré-
sentons en Table 3.2 la mesure d’ERT pour différentes valeurs cibles de QED. Pour rappel,
la mesure d’ERT qui est définie en section 1.3.1 de ce mémoire représente I’espérance du
colt de l'exécution en nombre d’appels a la fonction objectif pour obtenir une valeur
cible de fonction objectif. Ici, nous considérons uniquement 1’objectif de QED. Cette table

nous permet de comparer les valeurs d’ERT de I'expérience de référence en ’absence de
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diversité (w = 0) avec les résultats obtenus selon des valeurs w non nulles. L’étude des
valeurs présentées dans cette table montre que le gain d’efficacité qui peut étre apporté
par l'objectif de diversité est important puisqu’il est systématiquement compris entre 1
et 2 ordres de grandeur, pour des valeurs élevées de QED (0.9) mais également pour des
valeurs tres élevées (0.948). Cela peut étre observé plus précisément en comparant les
résultats de la premiere ligne de résultats avec les résultats indiqués en gras. Elle montre
également que les différents descripteurs peuvent fournir des performances assez proches.
Cependant, les valeurs optimales du parametre w varient en fonction du descripteur et
peuvent varier selon la valeur cible, comme nous pouvons l'observer également avec les
valeurs représentées en gras. Concernant la proportion de succes parmi les 10 exécutions,
nous remarquons que dans la plupart des cas, lorsque la cible peut étre atteinte elle est
atteinte par toutes les exécutions. Dans les autres cas, la cible n’est jamais ou seulement
exceptionnellement atteinte. Cela montre que les résultats sont assez stables pour une
valeur de w donnée, ou du moins que les valeurs que nous avons testées ne permettent

pas de faire apparaitre une transition progressive.

Finalement, nous proposons d’utiliser les arbres d’exploration définis pour notre algo-
rithme évolutionnaire au Chapitre 2 afin de visualiser I'effet de 1’objectif de contribution
a la diversité sur la recherche au sein de 1’espace moléculaire. La Figure 3.4 représente les
arbres d’exploration des expériences que nous avons menées, en fonction du descripteur
moléculaire (axe horizontal) et de la valeur du parameétre w (axe vertical). La coloration
des noeuds dépend des valeurs de QED uniquement et non de 'objectif de diversité. La
premiere ligne représente ’arbre d’exploration obtenu en ’absence d’objectif de diversité.
On y observe comme nous 'avions fait lors de la proposition de cette représentation en
section 2.3.1 que certains nceuds de 'arbre posseédent de nombreux fils, tandis que de
nombreux noeuds n’en possedent aucun. Nous avions interprété cela comme une marque
de la propension de notre algorithme a effectuer une recherche basée prioritairement sur
I'intensification de ’espace de recherche. Il est tres intéressant d’observer dans les arbres
correspondant a l'utilisation d’une valeur non nulle du parametre w que cette caractéris-
tique disparailt progressivement avec ’augmentation des valeurs de w. Plus cette valeur
augmente, plus il semble que tous les noeuds sont susceptibles d’engendrer des descendants.
Nous interprétons cela comme une marque de 1’exploration de I’espace de recherche qui a

lieu lors de 'utilisation de 'objectif de contribution a la diversité.

Cette figure permet de plus de faire apparaitre ’effet du compromis entre intensifica-

tion et exploration permis par le parametre w sur l'efficacité de la recherche. Cet effet est
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0.1

100

1000

IFG Shingles Checkmol

FI1GURE 3.4 — Arbres d’exploration pour 'optimisation conjointe de ’objectif de diversité
et de l'objectif de QED en fonction du descripteur moléculaire et du poids accordé a
I'objectif de diversité. Les solutions sont colorées selon leur valeur de QED.
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visible par la coloration des nceuds. Pour les valeurs faibles de w (0 et 0.1) donc avec une
forte intensification, une partie non négligeable de ’arbre correspond a de faibles valeurs
de QED, et I'on observe aisément le gradient entre les valeurs les plus faibles et les valeurs
les plus élevées. Pour les valeurs élevées de w (100 et 1000) donc avec une forte exploration,
on observe qu'une partie de I’arbre correspond a des valeurs faibles a modérées de QED,
et que 'autre partie correspond a des valeurs tres faibles représentées en noir. En lien avec
la Figure 3.3 qui montre I’évolution des valeurs de QED lors de la recherche, nous pouvons
déduire que la premiere partie de I'arbre correspond au début de la recherche et que la
partie en noir correspond a la fin de la recherche, pour laquelle I'objectif de diversité est
prépondérant. Finalement, pour les valeurs modérées de w (1 et 10) qui correspondent &
un compromis raisonnable entre intensification et exploration, nous observons que dans
I’ensemble la coloration des arbres est plus homogene. Nous observons le gradient entre
les valeurs de QED les plus faibles et les plus élevées, mais la partie de 'arbre avec des
valeurs faibles semble plus restreinte. Nous pouvons mettre cela en relation avec l'effet
déja observé graphiquement et numériquement, que I'objectif de diversité permet dans ce

cas une convergence plus rapide vers des valeurs hautes de QED.

3.6 Conclusion et perspectives

Dans ce chapitre, nous nous intéressons a la faible diversité moléculaire qui a été ob-
servée dans le jeu de données QM9. Cette faible diversité est susceptible d’altérer les
performances des modeles d’apprentissage artificiel de propriétés moléculaires qui 1'uti-
liseraient en tant que jeu de données d’entrainement. Or, de tels modeles pourraient
favoriser la découverte de molécules satisfaisant des propriétés moléculaires dont le calcul
est coliteux, en particulier pour la chimie des matériaux moléculaires organiques. Ainsi, la
diversité des jeux de données moléculaires est un enjeu important pour le domaine de la
génération moléculaire. Dans ce chapitre, nous proposons de le traiter en proposant une
méthode d’optimisation de la diversité moléculaire, basée sur I'algorithme évolutionnaire
que nous avons présenté dans le chapitre précédent.

Nous utilisons la mesure d’entropie de Shannon que nous associons a un descripteur
moléculaire afin de définir une mesure de la diversité moléculaire. Nous discutons du fait
que pour maximiser cette mesure a l'aide d’'une méthode d’optimisation moléculaire, il
faut définir une mesure de contribution a la diversité moléculaire de I'ensemble du jeu

de données. Or, pour maximiser la diversité d’un jeu de données de grande taille, cela
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implique un cofit calculatoire trop important. Nous proposons donc une approximation
efficace de cette mesure, qui met a profit le fait que les descripteurs moléculaires d’intérét
sont creux et qui suppose I'utilisation d’un jeu de données moléculaires de taille constante.
Nous implémentons cette méthode au sein de notre algorithme évolutionnaire.

Par la suite, nous montrons que notre approche permet effectivement la génération
d’un jeu de données moléculaires de tres grande taille possédant une forte diversité mo-
léculaire. Nous montrons également qu’il est possible d’optimiser conjointement 1’objectif
de diversité avec une propriété moléculaire cible, et que cela peut permettre une opti-
misation plus efficace de cette propriété cible. Nous menons une étude des performances
d’optimisation en fonction du poids attribué a 1'objectif de diversité. Nous observons que
des valeurs tres élevées de ce parametre de poids défavorisent 'optimisation de la pro-
priété cible, mais que des valeurs intermédiaires permettent un gain d’efficacité important.
Nous mesurons un gain en nombre d’appels a la fonction objectif d'un a deux ordres de
grandeur. Nous expliquons I'amélioration des performances d’optimisation par le fait que
I'objectif de contribution a la diversité favorise ’exploration de l’espace de recherche.
Nous pouvons supposer que ce gain est d’autant plus important que nous avions observé
que notre algorithme évolutionnaire posséde une prédisposition a 'intensification plutot
qu’a 'exploration de ’espace de recherche. Nous pouvons identifier une limite de notre
approche en particulier, qui est que le parametre de poids attribué a 'objectif de diversité
est dépendant de la propriété cible ainsi que du descripteur moléculaire, et qu’il semble
difficile d’identifier a priori des valeurs pertinentes pour ce parametre. Nous pourrions
envisager de définir une approche pour sélectionner dynamiquement la valeur de ce para-
metre. Nous pouvons de plus imaginer que la valeur optimale de ce parametre dépend de
I’état de la recherche, et quune sélection dynamique pourrait donc également améliorer

les performances d’optimisation.
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4.1. Introduction

Dans ce chapitre, nous proposons une méthode d’optimisation boite-noire basée sur
un modele de substitution, que nous concevons pour l'optimisation efficace de proprié-
tés moléculaires cotiteuses. Le modele de substitution est un algorithme d’apprentissage
artificiel qui permet d’estimer a faible cotit les valeurs de la propriété cible. 11 est uti-
lisé au sein d’une procédure d’optimisation pour sélectionner des solutions prometteuses,
qui sont intégrées au sein des données d’entrainement afin que le modele de substitution
s’adapte progressivement a la propriété cible. Notre approche est basée sur un modele
de substitution GPR, et notre algorithme évolutionnaire EvoMol est utilisé pour obtenir
des candidats a partir du modele de substitution. Nous étudions notre approche de fagon
approfondie pour 'optimisation des valeurs de QED, puis nous montrons qu’elle permet
I'optimisation d’une propriété électronique cofiteuse. Dans les deux cas, nous montrons

que notre algorithme permet une optimisation efficace de la propriété cible.

4.1 Introduction

Nous avons proposé dans le Chapitre 2 de ce mémoire une méthode d’optimisation mo-
léculaire générique basée sur un algorithme évolutionnaire. Nous avons montré que notre
algorithme permet d’optimiser avec succes différentes propriétés moléculaires. Nous avons
observé cependant que cela nécessite parfois de nombreux appels a la fonction objectif.
Nous souhaitons dans le cadre de cette these développer des approches pour I'optimisation
de propriétés moléculaires pertinentes dans le domaine de la chimie des matériaux molécu-
laires organiques. Or, ces propriétés dépendent souvent de calculs cotiteux en mécanique
quantique. Nous cherchons dans ce chapitre a développer une approche permettant de
limiter le cotit de 'optimisation de ces propriétés.

Lors de la derniere décennie, de nombreux travaux ont proposé d’utiliser des méthodes
d’apprentissage artificiel pour I'estimation de ces propriétés a moindre cotlit. Nous pouvons
citer entre autres l'utilisation de modeles de régression par processus gaussien (abrégés
GPR en anglais) [BARTOK et al. 2017 ; DERINGER et al. 2021] ou des architectures d’ap-
prentissage profond comme le modele SchNet [SCHUTT et al. 2018] (voir le Chapitre 1).

La capacité de généralisation des modeles de prédiction dépend entre autres de la qua-
lité des jeux de données d’entrainement. Nous avons observé dans des travaux antérieurs
un manque de diversité moléculaire dans le jeu de données QM9 [GLAVATSKIKH et al.
2019], communément utilisé en tant que jeu de données d’entrainement pour 'apprentis-

sage de propriétés moléculaires électroniques. Cela limite les capacités de généralisation
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des modeles pour lesquels il sert de jeu d’entrainement. Par extension, on peut craindre
que cela limite également les performances des méthodes de génération moléculaire basées
sur ces modeles. On s’attend en effet a ce qu'un tel modele soit susceptible de prédire les
valeurs de propriétés de points quelconques de I'espace de recherche, et qu’il puisse prédire
les valeurs extrémes de propriétés, dont les exemples d’entralnement potentiels sont tres

rares.

Une possibilité est de concevoir un jeu de données adapté a I’entrainement d’un mo-
dele de prédiction d’une propriété donnée. On ne cherche alors pas un jeu de données
représentatif de ’espace de recherche complet, mais un jeu de données pertinent pour
I’apprentissage d'une propriété donnée tout en limitant les exemples d’apprentissage né-
cessaires. Cela correspond au champ de 'apprentissage actif de propriétés moléculaires,

étudié entre autres par [GUBAEV et al. 2018].

Une autre approche consiste a associer un modele d’apprentissage a une procédure
d’optimisation, dans le cadre de I'optimisation basée sur un modele de substitution [VU
et al. 2017]. Il s’agit de I'approche que nous proposons d’utiliser au sein de ce chapitre.
Elle est définie notamment pour I'optimisation de fonctions boite-noires cotiteuses. Dans
ce cadre, les procédures d’optimisation et d’apprentissage sont effectuées conjointement.
Le modele de substitution est utilisé pour obtenir des solutions candidates a moindre
colit, puis ces solutions sont évaluées par la fonction objectif et intégrées dans les don-
nées d’apprentissage. L’objectif est d’explorer ’espace de recherche de maniere efficace,
tout en intégrant la connaissance obtenue dans les données d’entrainement, afin que ces
dernieres soient pertinentes par rapport a la propriété cible. Cette procédure est effectuée

itérativement.

Dans ce chapitre, nous proposons une approche d’optimisation boite-noire basée sur
un modele de substitution pour 'optimisation de propriétés moléculaires. Nous nommons
notre approche BBOMol. « BBO » correspond a I’acronyme de « black-box optimization »,
qui signifie optimisation boite-noire. Notre approche est basée sur un modele de substitu-
tion GPR dont I'estimation de I'incertitude des prédictions est mise a profit pour améliorer
I'efficacité de la recherche. L’optimisation basée sur un modele de substitution est typi-
quement étudiée pour des problemes d’optimisation continue. Un certain nombre de pro-
bléemes se posent pour adapter ce cadre a l’espace de recherche des graphes moléculaires.
Dans ce chapitre, nous présentons d’abord le cadre théorique. Puis, nous présentons les
choix que nous avons effectués pour définir notre approche. Par la suite, nous menons une

étude des modeles de substitution et des performances d’optimisation de BBOMol pour
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I'optimisation des valeurs de QED, dont le faible cotit de calcul nous permet de mener une
étude détaillée. Finalement, nous étudions notre approche dans le cadre de 'optimisation
d’une propriété électronique cotiteuse. Nous démontrons 'efficacité de notre approche,
que nous comparons notamment aux résultats de notre algorithme évolutionnaire. Nous
discutons de l'influence des différents parametres, et en particulier de la sélection du jeu

de données initial.

4.2 Optimisation basée sur un modeéle de substitu-

tion

4.2.1 Contexte

L’optimisation de fonctions boite-noire correspond a I'optimisation de fonctions dont
on ne connait pas de définition analytique ou dont on n’utilise pas d’informations issues
de la définition (voir la section 1.3.1 de ce mémoire). Une fonction boite-noire peut seule-
ment étre évaluée en différents points de l'espace de recherche. Lorsque 1'on considere
la génération de molécules satisfaisant des propriétés moléculaires comme un probleme
d’optimisation moléculaire, cela correspond a un probléeme d’optimisation boite-noire.
Plusieurs approches permettent d’aborder ce genre de probleme. Les métaheuristiques en
font partie, et nous avons d’ailleurs proposé au Chapitre 2 un algorithme évolutionnaire
pour 'optimisation de propriétés moléculaires. Nous avons cependant observé que notre
approche est susceptible de nécessiter un nombre important d’appels a la fonction objec-
tif. Cela est problématique pour 'optimisation de fonctions objectif cotliteuses, comme le
sont les propriétés électroniques dont 'estimation dépend de calculs DFT.

Des approches sont spécialement définies pour I'optimisation de fonctions boite-noire
coliteuses. On peut les séparer entre méthodes de recherche locale et méthodes de recherche
globale. Les méthodes de recherche locale offrent des garanties fortes de convergence vers
un optimum local de la fonction objectif, a partir d’'un point quelconque de l'espace de
recherche. Ces méthodes font partie d'un domaine de recherche nommé « derivative-free
optimization » (optimisation sans dérivée) [R10S et SAHINIDIS 2013]. Les méthodes de
recherche globale sont susceptibles de trouver des optimums sur I’ensemble du domaine
de définition de la fonction objectif, mais offrent peu de preuves de convergence. Les mé-
taheuristiques sont la plupart du temps des méthodes de recherche globale, mais sont peu

adaptées a 'optimisation de fonctions cotiteuses. Dans ce chapitre, nous nous intéresserons
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exclusivement aux méthodes de recherche globale, qui correspondent mieux a nos inten-
tions pour les problemes d’optimisation moléculaire. Nous nous intéressons en particulier
au domaine de l'optimisation basée sur un modele de substitution de la fonction objectif
[QUEIPO et al. 2005; VU et al. 2017]. Dans ce cadre, le modele de substitution est global,
c’est-a-dire qu’il est défini dans le but de prédire les valeurs de la fonction objectif sur
I’ensemble de son domaine de définition. Il s’agit d’une approche définie principalement
pour des problemes d’optimisation continue. Nous allons cependant montrer dans la suite
de ce chapitre qu’elle peut étre adaptée a des problemes d’optimisation combinatoire de
graphes moléculaires. Dans la suite de cette section, nous présentons plus en détail le
fonctionnement de cette approche. Nous nous appuyons sur la classification proposée par
[VU et al. 2017].

4.2.2 Algorithme

Algorithme 3 Algorithme générique pour 'optim. basée sur un modele de substitution.
entrée: f la fonction objectif boite-noire,
s le modele de substitution de f
k<0
X<+ 0 > X : jeu de données complet
X} < sélection des données initiales > X}, : données générées a I'étape courante
tant que le critere d’arrét n’est pas atteint faire
k+—Fk+1
X+ XUXi
évaluation des solutions de Xj;_; par f
entrainement du modele de substitution s sur les données {(z, f(z)),Vr € X}
X}, < recherche de solutions candidates a ’aide de s
fin tant que

Le fonctionnement général des méthodes d’optimisation boite-noire basées sur un mo-
dele de substitution est décrit dans I’Algorithme 3. Avant le début de la procédure d’op-
timisation, le jeu de données initial doit étre sélectionné. Cette sélection, appelée design
of experiments en anglais, est importante puisqu’elle détermine la connaissance initiale
du modele de substitution sur la fonction pour laquelle il sert d’estimateur. Notons que
nous faisons la distinction entre le jeu de données X qui contient un ensemble de points
de I'espace de recherche sélectionnés a 1’étape k, et X I’ensemble des solutions générées a
toutes les étapes précédentes. Apres la phase d’initialisation, la procédure d’optimisation

est amorcée jusqu’a ce qu'un critere d’arrét soit atteint (typiquement, un budget d’appels
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a la fonction objectif). Au début de chaque étape, les solutions générées a 1’étape précé-
dente sont évaluées par la fonction objectif f. Ces valeurs sont gardées en cache afin que
leur calcul ne soit plus nécessaire dans la suite de ’exécution. Ensuite, le modele de sub-
stitution est entrainé a prédire les valeurs de la fonction objectif, a partir de I’ensemble
des données connues. Finalement, il est utilisé au sein d'une procédure qui permettra
d’obtenir un ensemble de solutions candidates X} pour I’étape courante. Cette procédure
est dépendante du contexte et sera décrite dans notre cas en section 4.3.1. Dans cet algo-
rithme, le modele de substitution s est utilisé a chaque étape pour rechercher un ensemble
restreint de solutions candidates prometteuses, sans nécessiter d’appels a f. L’évaluation
de s étant censée étre nettement moins cotiteuse que celle de f, ces candidats sont sélec-
tionnés avec une économie de cofiit. Précisons toutefois qu’a chaque étape, ils sont évalués
de maniere exacte par f. Cela permet d’affiner la connaissance du modele de substitution

au cours de la recherche.

4.2.3 Sélection du jeu de données initial

Le jeu de données initial est utilisé pour entrainer le modele de substitution au début
de la procédure d’optimisation. Le modele de substitution étant censé prédire les valeurs
de f sur la totalité de son ensemble de définition, il est attendu que le jeu de données
d’entrainement soit le plus représentatif possible de ’espace de recherche. On cherche pour
cela a générer une répartition « homogene » des points dans 1’espace de recherche. Le sens
que prend cette notion d’homogénéité dépend de 'approche de résolution de ce probleme.
Nous présentons ici plusieurs de ces approches. Nous insistons sur leurs avantages relatifs

en fonction des caractéristiques de I'espace de recherche.

Sélection par construction La premiere classe est adaptée aux espaces de recherche
définis au sein de R™ ou Z™ et consiste a construire la sélection en divisant I'espace de
recherche en un ensemble de cellules de mémes tailles, puis a placer un point au centre
de chacune ou d’une partie de ces cellules. La sélection exhaustive des cellules implique
que la taille du jeu de données initial est liée de fagcon exponentielle au nombre de dimen-
sions. Cela peut rapidement mener a une explosion combinatoire. De plus, I’ensemble des
points devra étre évalué par la fonction cotiteuse f. Certaines stratégies, comme le Latin
Hypercube Sampling, permettent de sélectionner un sous-ensemble de ces points dont la
cardinalité est indépendante du nombre de dimensions [MCKAY et al. 1979]. Notons que

cette sélection implique de résoudre un nouveau probléme d’optimisation combinatoire
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pour conserver I'uniformité de la sélection. Par construction, cette approche est adaptée
pour les espaces de recherche inclus dans R™ ou Z", associés a un ensemble de contraintes
fixant pour chaque dimension une borne minimale et maximale. Il semble tres difficile
de transposer une approche de ce type a des objets que 'on consideére sous la forme de
graphes, comme des molécules. Notons qu’il en est de méme pour d’autres représenta-
tions potentielles des molécules, comme les SMILES ou la représentation sous la forme

d’un nuage d’atomes.

Sélection basée sur une mesure de distance Une seconde approche, proposée la pre-
miére fois par [JOHNSON et al. 1990], consiste a définir un probleme d’optimisation combi-
natoire basé sur une mesure de distance d entre deux points de I’espace de recherche. Deux
facons d’aborder le probleme sont proposées. La premiere, nommée minimaz, consiste a
rechercher un ensemble de points S tel que tout point de 'espace de recherche D (S C D)
doit étre proche d’au moins un point de S. Sil’on note d(z, S) = minyeg d(z, y) la distance
minimale entre un point x et un point de I’ensemble S, on cherche donc un ensemble S*

défini de la facon suivante.

S* = argming max d(z,5) (4.1)

La stratégie minimax consiste donc a minimiser la distance maximale entre tout point
de l'espace D et un point de la sélection S. L’inconvénient de cette approche est que le
terme d(z, S) doit étre calculé pour tout point x de 'espace de recherche, ce qui risque de
ne pas étre envisageable dans beaucoup de cas. Une autre facon complémentaire d’abor-
der le probleme est également proposée. Il s’agit de la stratégie maximin, qui consiste
a rechercher un ensemble S tel que les points contenus doivent étre éloignés les uns des

autres. Cette stratégie consiste a rechercher un ensemble S* défini de la fagon suivante.

S* = argmaxg min d(z,y) (4.2)

T, YyeS
La stratégie maximin consiste donc a maximiser la distance minimale entre toute paire
de points de S, ce qui revient effectivement a rechercher un ensemble de points éloignés les
uns des autres. Elle peut étre évaluée de fagon plus raisonnable car son calcul ne dépend
que des points qui sont sélectionnés. Un avantage de la sélection par mesure de distance
par rapport a la sélection par construction présentée précédemment est qu’elle ne dépend

pas d'un type d’espace de recherche en particulier. Elle peut étre adaptée a tout type
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de probleme, si une mesure de distance pertinente peut étre définie, et qu'une méthode
d’optimisation adaptée peut étre utilisée pour résoudre le probleme d’optimisation défini.
Il est envisageable de transposer cette stratégie a ’espace moléculaire, puisqu’il existe des
mesures de distances entre des graphes moléculaires, telle que la distance de Tanimoto
basée sur des caractéristiques ECFP4 que nous avons présentée au Chapitre 1. Toutefois,
I’objectif défini ici évalue I’ensemble S des solutions sélectionnées et non chaque solution
indépendamment. Une méthode d’optimisation moléculaire classique dont les solutions
sont des molécules (et non des ensembles de molécules) telle que 'algorithme évolution-
naire que nous avons proposé au Chapitre 2 ne peut donc pas résoudre directement ce
probleme d’optimisation. Il faudrait pour cela envisager une relaxation du probleme d’op-

timisation, ou une adaptation de la méthode d’optimisation.

Sélection statistique Une derniere approche consiste a considérer le probleme de sé-
lection du jeu de données initial de fagon statistique. On considere alors un processus
aléatoire permettant de prédire les valeurs de f, tel quun processus Gaussien (voir la
section 1.2 de ce mémoire). Il est possible de définir différents criteres d’optimalité pour
sélectionner un jeu de données représentant au mieux ’espace de recherche [JOHNSON et
al. 1990]. L’un de ces criteres d’optimalité, connu sous le nom de « D-optimality », consiste
a maximiser le déterminant de la matrice de covariance du processus stochastique. Cela
revient a minimiser la corrélation entre les variables aléatoires représentant les points sé-
lectionnés. Comme la sélection basée sur une mesure de distance, la sélection statistique
n’est pas dépendante d'un type d’espace de recherche en particulier, car elle s’appuie sur
une fonction définissant la covariance entre les variables aléatoires représentant les points
de l'espace de recherche. Elle peut donc étre utilisée pour tout type de probleme, sous
réserve de pouvoir définir une fonction de covariance et une méthode d’optimisation per-
tinentes. Il est ainsi envisageable d’appliquer cette stratégie a 1’espace moléculaire. Nous
montrerons par ailleurs dans la suite de ce chapitre qu’un processus Gaussien, basé sur
une fonction de covariance, peut étre défini sur ’espace moléculaire. Toutefois, comme
la stratégie maximin, I'objectif défini ici évalue I’ensemble des solutions sélectionnées et
non les solutions indépendamment. Il ne peut donc pas étre traité directement par une

méthode classique d’optimisation moléculaire.

Résolution du probléeme d’optimisation Nous avons évoqué plusieurs stratégies

pour la sélection du jeu de données initial. Deux d’entre elles sont susceptibles d’étre
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appliquées a ’espace moléculaire, mais elles définissent un objectif évaluant la sélection
de solutions, et la qualité de chaque solution au sein de cette sélection. Cela rend plus
complexe la résolution du probleme d’optimisation sous-jacent, puisque les méthodes d’op-
timisation moléculaire dépendent classiquement d’une fonction objectif évaluant chaque
solution indépendamment des autres. Nous pouvons mentionner deux pistes pour résoudre
ce probleme. La premiere est d’effectuer une relaxation du probléme en considérant que
toutes les solutions de la sélection a ’exception d’une sont fixées. Ainsi, la fonction objectif
précédemment définie est adaptée a la recherche d’une valeur optimale pour cette solu-
tion variable. Il est envisageable d’effectuer cette procédure d’optimisation plusieurs fois
en faisant varier la solution non fixe. L’autre approche est de définir une mesure de contri-
bution a l'objectif total, comme nous I'avons fait au sein du Chapitre 3 pour la diversité
moléculaire. Cette mesure pourrait étre utilisée en tant que fonction objectif, mais il est
probable qu’en I’absence d’une approximation efficace de cette mesure les calculs soient
tres coliteux. Finalement, la sélection d'un jeu de données initial pour 'optimisation de

propriétés moléculaires est un probleme non trivial.

4.2.4 Modele de substitution et fonction de mérite

~

A chaque étape de I’Algorithme 3, les données sur I'espace de recherche et les valeurs
calculées de f sont utilisées pour entrainer le modele de substitution. Par la suite, ce
modele est utilisé au sein d’une procédure d’optimisation pour produire des candidats
prometteurs. Généralement, ces candidats ne sont pas obtenus par optimisation du modele
de substitution directement mais plutot par optimisation d'une fonction de mérite my,
qui dépend du modele de substitution s. La recherche de candidats correspond donc a
un sous-probléme d’optimisation qui est exprimé de la fagon suivante. Pour ce probleme,
nous ne considérons pas la recherche d’un optimum global de m, mais plutot la recherche

d’un ensemble de solutions approchées x*.

x* = argmax,c pms(z) (4.3)

A priori, tout type de modele d’apprentissage peut étre utilisé en tant que modele de
substitution. Cependant, les fonctions de mérite peuvent dépendre de certaines caractéris-
tiques du modele de substitution, qui vont donc conditionner son choix. Nous présentons
ici plusieurs de ces fonctions de mérite, en nous attardant notamment sur les fonctions de

mérite probabilistes que nous utiliserons dans la suite de ce chapitre.
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Optimisation du modéele de substitution L’approche la plus directe pour résoudre
un probléeme d’optimisation boite-noire a 1’aide d’'un modele de substitution est d’opti-
miser directement les valeurs de ce modele. Cela revient a considérer que la fonction de
mérite est égale au modele de substitution s. L’avantage majeur de cette approche est
qu’aucune hypothese n’est effectuée sur s, et donc que tout type de modele d’apprentis-
sage peut étre utilisé. Cela revient cependant a accorder une confiance absolue au modele
de substitution, qui n’est toutefois qu’'une approximation de f dépendant de I’état de la
connaissance courante. [JONES 2001] montre que dans beaucoup de cas cette approche

peut ne pas converger vers un optimum, méme local.

Modeles et fonctions probabilistes En supposant que le modele de substitution
peut prédire pour chaque point z de I’espace une variable aléatoire représentant une dis-
tribution des valeurs probables de f(x) selon s, on peut chercher a tirer partie de cette
information supplémentaire pour le guidage de la recherche. Cette distribution peut étre
interprétée comme une mesure d’incertitude. Intuitivement, l'incertitude est faible si la
distribution est resserrée autour de la valeur prédite, et forte si elle est étendue. Plusieurs
fonctions de mérite peuvent alors étre définies. Nous en présentons deux, qui sont tres
populaires [JONES 2001]. La premiere, que 'on nomme POI (acronyme de « probability
of improvement ») représente la probabilité d’amélioration par rapport au meilleur point
connu z. Cette fonction est exprimée en équation (4.4), pour un probléme de maximi-
sation. Le parametre £ € R, permet de favoriser I'exploration de 1’espace de recherche.
Plus & est élevé, plus la recherche va étre menée vers des zones de fortes incertitudes.
Intuitivement, cela est expliqué par le fait que ce parametre va artificiellement exagérer
la qualité des meilleurs points connus. Cela limite la probabilité que des solutions amé-
liorantes soient dans le voisinage proche des solutions connues selon le modele et favorise
la sélection de candidats dans des zones plus éloignées de forte incertitude. POI permet
d’estimer la probabilité d’'une amélioration, mais ne quantifie pas cette amélioration. La
fonction d’« expected improvement » (EI) a été proposée comme une alternative, qui prend
en compte une notion d’« espérance d’amélioration » [JONES et al. 1998]. Ainsi, si deux
points ont la méme probabilité d’améliorer le meilleur point connu, cette mesure permet-
tra de sélectionner celui produisant ’amélioration la plus grande selon s. EI est définie
en équation (4.5) pour un probleme de maximisation, avec Y = s(z) la variable aléatoire
correspondant a la prédiction du modele de substitution au point x. Comme pour POI, &

est un parametre positif permettant de favoriser I’exploration de I’espace de recherche.
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POI(x) = B(f(2) > f(a*) +€) (4.4)

El(z) = E[max(Y — f(z) — £,0)] (4.5)

Ces fonctions de mérite sont tres souvent utilisées avec un modele de régression par
processus gaussien (GPR), dont le fonctionnement est décrit en détail dans la section 1.2
de ce mémoire. Les GPR ont la particularité de prédire une distribution gaussienne pa-
ramétrée par une moyenne p(zx) et un écart-type o(x) pour tout point z de I'espace de
recherche. Nous notons cette relation Y ~ N(u(z), o(z)?). POI et EI peuvent étre calcu-
lées de fagon analytique lorsque s(x) suit une loi normale selon les équations (4.6) et (4.7)
respectivement. Ces deux équations dépendent d'un terme Z défini en équation (4.8). ® et
¢ correspondent respectivement a la fonction de distribution cumulative et a la fonction

de densité de la loi normale centrée et réduite.

POI(z) = ®(Z) (4.6)

El(z) = (u(z) — f(27) = 2(Z) + o(2)p(Z) (4.7)

p(z) — fl@h) = ¢

()

7 —

Interpolation par RBF 1l existe d’autres approches qui ne sont pas basées sur un
modele ou une fonction de mérite statistique. Dans la littérature, des modeles d’inter-
polation basés sur des fonctions de base radiale sont notamment utilisés. Pour rappel,
les fonctions a base radiale sont généralement nommées RBF, ce qui correspond a leur
acronyme en anglais (voir la section 1.2.2 de ce mémoire). Nous ne rentrerons pas dans le
détail du fonctionnement de ces modeles, décrit précisément par [GUTMANN 2001]. Brie-
vement, 'interpolation par RBF s’exprime comme la somme d’une combinaison linéaire
de polynomes et de fonctions RBF centrées sur les différents points connus de I'espace
de recherche. Ce genre de modele peut étre associé a des fonctions de mérite spécifiques,
telle que la mesure de « bumpiness » proposée par [GUTMANN 2001]. II s’agit d’un concept
qui permet de représenter a quel point une fonction est « bosselée » . Cette mesure est

utilisée pour définir une fonction de mérite, qui permet de sélectionner un point x prédit
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a une valeur s(z) prometteuse et dont 1’ajout dans le jeu de données d’entrainement mini-
mise cette mesure pour le modele de substitution de 1’étape suivante. L’intuition est que
moins le modele de substitution possede de « bosses », plus il est susceptible d’étre fidele
a f, et donc que l'estimation de s(z) est correcte. A notre connaissance, ce genre d’ap-
proche n’a pas été étudié dans le cadre de la prédiction ou de 'optimisation de propriétés
moléculaires.

Pour l'optimisation de propriétés moléculaires, nous choisirons d’utiliser ’approche
probabiliste basée sur un modele GPR et les fonctions de mérite POI et EI. Des travaux
ont montré 'efficacité des modeles GPR pour la prédiction de propriétés moléculaires
électroniques [DERINGER et al. 2021]. L’association de ces modeles avec les fonctions de
mérite probabilistes permet un certain controle sur la facon dont la recherche est menée,
notamment via le compromis entre intensification et exploration réglé par le parametre
&. Finalement, notons que lorsque le modele de substitution est probabiliste, comme les
GPR, il existe une intersection entre le champ de I'optimisation boite-noire et le champ
de T'optimisation bayésienne [SHAHRIARI et al. 2016]. Dans la suite de ce chapitre, nous
continuerons a parler systématiquement d’optimisation boite-noire basée sur un modele de
substitution. Il s’agit d’une dénomination plus générique que nous considérons subjective-
ment comme s’intégrant mieux avec le domaine de I'optimisation combinatoire, développé
dans les chapitres précédents. Il aurait toutefois également été raisonnable de parler d’op-

timisation bayésienne lorsque des fonctions de mérite probabilistes sont utilisées.

4.2.5 Optimisation de la fonction de mérite

A chaque étape d’optimisation de I’Algorithme 3, les solutions candidates sont obte-
nues par maximisation de la fonction de mérite m,. En fonction des caractéristiques de
I'espace de recherche, différentes méthodes d’optimisation peuvent étre utilisées. Si un
ensemble de points prédéfini est disponible, il est possible simplement de sélectionner le
sous-ensemble de ces points maximisant ms [REGIS et SHOEMAKER 2007]. Cela nécessite
toutefois que I'ensemble soit de taille raisonnable par rapport au cott de calcul de my,
et ne constitue pas a proprement parler une recherche dans ’espace des solutions. Dans
certains cas, il est possible d’utiliser des méthodes de recherche exacte, qui garantiront
I'optimalité des candidats selon my. Il s’agit de I'approche utilisée par [JONES et al. 1998|
pour maximiser la fonction EI dans un espace de recherche compris dans R". Lorsque cela
n’est pas possible, des méthodes de résolution approchée telles que des algorithmes évolu-

tionnaires peuvent étre utilisées [EMMERICH et al. 2006]. Dans le cadre de I'optimisation
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de propriétés moléculaires, il semble indispensable d’utiliser une méthode de résolution
approchée. Nous montrerons dans la suite de ce chapitre que nous pouvons utiliser pour

cela 'algorithme évolutionnaire que nous avons proposé au Chapitre 2.

4.3 Optimisation de graphes moléculaires basée sur

un modeéle de substitution

4.3.1 Méthode

Nous proposons d’utiliser une approche d’optimisation boite-noire a ’aide d’un mo-
dele de substitution pour le probleme d’optimisation de propriétés moléculaires. Notre
objectif est de permettre 'optimisation de propriétés moléculaires cotiteuses, de maniére
plus efficace qu'un algorithme évolutionnaire. L’Algorithme 3 présenté en section 4.2 de ce
chapitre est un algorithme tres générique, dans lequel la recherche de solutions candidates
par optimisation de la fonction de mérite correspond a un sous-probleme cloisonné qui
peut étre traité de différentes facons en fonction du probleme d’application. Pour 'op-
timisation de propriétés moléculaires, nous choisissons comme nous ’avons fait dans les
chapitres précédents de considérer ’espace de recherche des graphes moléculaires. Cela
nous permet d’utiliser pour ce probleme une méthode d’optimisation métaheuristique,
et plus précisément ’algorithme évolutionnaire que nous avons présenté au Chapitre 2.
Notons que comme pour l'optimisation de propriétés moléculaires en général, il serait
possible d’utiliser une méthode d’optimisation continue dans l’espace latent d’un auto-
encodeur variationnel (voir la section 1.3.3 de ce mémoire et a titre d’exemple les travaux
de [GOMEZ-BOMBARELLI et al. 2018]). L’inconvénient de cette approche est qu’il n’existe
pas de garantie que la totalité de I'espace moléculaire soit représentée au sein de cet es-
pace de recherche. Il ne semble en revanche pas envisageable d’utiliser une méthode de
génération basée sur un modele d’apprentissage profond devant étre entrainé a chaque
étape de I’Algorithme 3, puisque cet entralnement représenterait un cotit de calcul tres

important.

Recherche de solutions candidates Le fonctionnement général de notre méthode
est décrit en Algorithme 3 (section 4.2 de ce chapitre). A chaque étape, le modele de
substitution est entrainé sur I'ensemble des données connues. Il est utilisé pour obtenir

un ensemble de solutions candidates, qui seront évaluées par f et insérées dans le jeu de
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Algorithme 4 Recherche de solutions candidates a ’aide d'un algorithme évolutionnaire
entrée: S I'espace de recherche de I'optim. évol. (atomes, taille max. des molécules),
X Tensemble des solutions connues
my la fonction de mérite dépendant du modele de substitution s,
[ la taille de la population initiale des optimisations évolutionnaires,
n le nombre de solutions candidates générées
C+ 10 > Ensemble des solutions candidates générées
pour i de 1 a n faire > n redémarrages, pour générer n solutions
sélection aléatoire d'un ens. de solutions D C X de taille [, selon les valeurs de f
pop +— maximisation de my dans S par EvoMol avec D la pop. initiale et Li,pou = X
€ 4= MaXgepop\c Ms(T) > ¢ la meilleure solution de pop absente de C'
C+ CU{c}
fin pour
retourner C'

(Entrainementdu modéle
de substitution Modéle de

> substitution

(@sSélectionde la

population initiale / \
de l'algorithme (3 Optimisation évolutionnaire

évolutionnaire de la fonction de mérite
dépendantdumodeéle de
substitution

(®Insertiondes
nouveaux points dans
le jeu de données
etretour a @) ou arrét

Algorithme évolutionnaire

Fonction -

objectif ®calcul des valeurs de
fonction objectifpour les
candidats les plus prometteurs

FIGURE 4.1 — Représentation schématique du fonctionnement de notre méthode.
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données d’entrainement lors de 1’étape suivante. La fagon dont les candidats sont générés
est décrite dans I’ Algorithme 4. Nous choisissons pour cela d’utiliser EvoMol, I'algorithme
évolutionnaire que nous avons congu et décrit dans le Chapitre 2. EvoMol nous permet
d’optimiser la fonction de mérite dans l'espace des graphes moléculaires. Ainsi, notre
méthode n’est pas restreinte a la sélection des candidats les plus prometteurs depuis
un jeu de données prédéfini, mais peut générer des solutions dans l'espace des graphes
moléculaires, tout en profitant du gain d’efficacité potentiel induit par 'utilisation du
modele de substitution. La Figure 4.1 représente le fonctionnement de notre méthode de
facon schématique. Les Algorithmes 3 et 4 y sont représentés dans un schéma unique.

Pour tirer partie au maximum du modele de substitution, nous choisissons de générer
un lot de n candidats a chaque étape d’optimisation, qui seront évalués par la fonction
objectif et insérés dans le jeu de données d’entrainement simultanément. Pour cela, nous
choisissons d’effectuer n redémarrages (« restarts ») de la procédure d’optimisation évolu-
tionnaire. A chaque redémarrage, la population initiale est sélectionnée parmi I'ensemble
des solutions connues. Cette sélection est effectuée de fagon indépendante pour chaque
redémarrage, dans 'objectif de favoriser 'obtention de solutions diverses. La stratégie de
sélection que nous utilisons consiste a sélectionner aléatoirement [ solutions du jeu de
données, avec une probabilité de sélection proportionnelle a leur évaluation par f. Nous
souhaitons ainsi favoriser la sélection des meilleures solutions connues, tout en laissant la
possibilité que toute solution puisse faire partie du jeu de données de départ.

Puisque les appels a f a lissue de la procédure de génération de candidats sont cotiteux,
nous prenons garde a concevoir cette procédure de maniere a éviter les appels inutiles.
Ainsi, une liste taboue Li,pe, correspondant a I’ensemble des points connus (X)) est donnée
en parametre a l'optimisation évolutionnaire, afin de garantir que les candidats proposés
ne sont pas déja connus. De méme, les candidats déja sélectionnés a 1'étape courante
sont supprimés de la population finale des optimisations évolutionnaires suivantes, afin
de garantir 1'unicité des candidats proposés. Finalement, notons que notre algorithme
est facilement parallélisable puisque les n optimisations de la fonction de mérite sont
indépendantes et peuvent donc étre effectuées en méme temps. De méme, I’évaluation par

la fonction objectif des n candidats peut étre effectuée en parallele.

Sélection du jeu de données initial Lors de l'initialisation de la procédure d’opti-
misation boite-noire a ’aide d’un modele de substitution, le jeu de données initial doit

étre sélectionné. Ce dernier servira a entrainement du modele de substitution lors de la
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premiere étape d’optimisation. Nous avons évoqué dans la section précédente différentes
approches pour cette sélection, qui consistent en fait a définir un sous-probleme d’opti-
misation combinatoire. Il n’existe pas de fagon triviale d’adapter ces approches a 1’espace
des graphes moléculaires. Les méthodes par construction sont treés inadaptées puisqu’elles
dépendent explicitement d’un espace de recherche dans R™ ou Z". Il serait envisageable
d’adapter les approches statistiques ou par mesure de distance. Cependant, cela impli-
querait de devoir résoudre un probléme d’optimisation dont la fonction objectif évaluerait
non pas une molécule, mais ’ensemble du jeu de données. Nous pourrions imaginer une
mesure de contribution a l'objectif total permettant d’évaluer les graphes moléculaires,
sur le modele de la contribution a la diversité totale que nous avons définie au Chapitre 3.
Cependant, il s’agit d’'un sujet de recherche a part entiere, que nous choisissons d’éluder
dans le cadre de ce mémoire. En effet, il n’est pas indispensable d’y répondre de maniere
aboutie pour I’étude que nous proposons dans la suite de ce chapitre.

Pour la sélection des jeux de données initiaux au sein de ce chapitre, nous utilise-
rons deux approches relativement simples. La premiere consiste a utiliser comme jeu de
données initial la molécule de méthane uniquement, comme nous l’avons fait dans les
chapitres précédents. Cela nous permettra d’étudier le comportement de notre méthode
d’optimisation lorsque la connaissance initiale est minimale. La seconde consiste a tirer
un sous-ensemble aléatoire d’un jeu de données de référence. Cela nous permettra de com-
parer l'efficacité de notre méthode en fonction de la pertinence du jeu de données pour le

probleme d’optimisation considéré.

4.3.2 Apprentissage du modele de substitution

Nous faisons le choix d’utiliser des modeéles de régression par processus gaussien (GPR)
en tant que modeles de substitution, en association avec les fonctions de mérite probabi-
listes que nous avons présentées dans la section précédente. Nous justifions ce choix par le
fait qu’il s’agit d’'une méthode de référence dans I’état de I'art, qui a notre connaissance
n’a pas été utilisée antérieurement pour l'optimisation de propriétés moléculaires. Leur
étude semble donc pertinente et importante méthodologiquement. Les GPR seront étudiés
en utilisant deux types de noyaux, présentés dans la section 1.2 de ce mémoire. Il s’agit
des noyaux krpr et Eporpropucr. Dans certains cas, nous utiliserons également le noyau
kwwre permettant de représenter dynamiquement le bruit des données.

Puisque nous utilisons des modeles d’apprentissage artificiel pour la prédiction de pro-

priétés moléculaires, il est nécessaire d’utiliser un descripteur moléculaire pour représenter
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les molécules en entrée de ces modeles. Les descripteurs permettent notamment de mettre
en évidence des caractéristiques des molécules pertinentes pour le probleme d’apprentis-
sage, et permettent également d’obtenir différentes invariances (a I'ordre des atomes, etc.).
Nous avons dédié la section 1.1.3 de ce mémoire a la présentation de plusieurs descrip-
teurs moléculaires communément utilisés. Dans le cadre de ce chapitre, nous en étudierons
deux.

Le premier descripteur, le vecteur entier de shingles, est un descripteur basé exclu-
sivement sur le graphe moléculaire. Il représente dans un vecteur de nombres entiers le
nombre d’occurrences des sous-graphes moléculaires d’un rayon donné. Ainsi, la 7™ va-
leur correspond au nombre de fois qu’apparait le graphe moléculaire identifié¢ par ¢ dans
la molécule. Nous limiterons ici le rayon des graphes moléculaires a 1, afin de limiter la
combinatoire et d’utiliser un descripteur de taille raisonnable. Un vecteur de taille 2000
sera suffisant pour I’ensemble des expériences que nous effectuerons dans ce chapitre.

Le second descripteur, MBTR, est un descripteur basé sur la géométrie moléculaire
qui représente dans un vecteur de nombres réels le type des atomes, les distances entre les
couples d’atomes et les angles entre les triplets d’atomes. En tant que descripteur basé
sur la géométrie, il dépend d’une procédure pour obtenir cette géométrie. Nous utiliserons
pour cela la mécanique moléculaire, qui possede un coiit relativement faible. Rappelons
cependant que ce cott dépend de la taille des molécules, et peut devenir trop élevé pour
une utilisation a grande échelle sur des molécules de grandes tailles. Nous définirons un
paramétrage de ce descripteur de sorte qu’il posséde une taille comparable au vecteur de

shingles.

4.3.3 Implémentation

Comme pour notre algorithme évolutionnaire EvoMol, nous mettons a disposition sur
GitHub une implémentation en langage Python de notre algorithme . Notre programme
est congu pour pouvoir étre utilisé par des personnes ayant une connaissance minimale de
la programmation. Une interface sous forme de dictionnaire permet de spécifier I’ensemble
des parametres. Cela inclut la sélection de la fonction objectif, qui peut étre une fonction
définie par l'utilisateur, mais également les parametres du modele de substitution et de la
fonction de mérite. Cette interface est documentée sur la page GitHub. A titre d’exemple,

nous reportons ci-dessous le code permettant de reproduire ’expérience de maximisa-

1. https://github.com/jules-leguy/BBOMol
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tion de I'énergie HOMO qui sera présentée en section 4.5.2, en utilisant le descripteur

MBTR et le noyau krgr. Cet extrait de code dépend de la bibliotheque Scikit-Learn pour

I'implémentation du modele de substitution GPR [PEDREGOSA et al. 2011].

from sklearn.gaussian_process import GaussianProcessRegressor

from sklearn.gaussian_process.kernels import RBF

from bbomol import run_optimization

run_optimization ({

> 1)

"obj_function": "homo", # Fonction objectif

"io_parameters":{

"smiles_list_init": ["C"], # Jeu de donnees initial (methane)
},
"merit_optim_parameters": {
"evomol_parameters": {
"optimization_parameters": {
"max_steps": 10, # Nb. etapes optim. EvoMol
X,
"action_space_parameters": {
"max_heavy_atoms": 9, # Taille max. des molecules
"atoms": "C,N,0,F" # Types des atomes lourds
I
3,
"merit_EI_xi": 0.01, # Valeur du param. d’exploration xi
"n_merit_optim_restarts": 10, # Nb. sol. generees (param. n)
i
"bbo_optim_parameters": {
"max_obj_calls": 1000 # Critere arret (appels a la f. obj.)
3,
"surrogate_parameters": {
"GPR_instance": GaussianProcessRegressor (1.0*RBF(1.0),
normalize_y=False, alpha=le-1), # Param. du modele subst.
"descriptor": {
"type": "MBTR" # Descripteur moleculaire
}
}
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4.3.4 Travaux liés

Si I'on omet les métaheuristiques qui sont peu efficaces en termes de nombre d’appels
a la fonction objectif, relativement peu de travaux proposent d’utiliser des méthodes d’op-
timisation boite-noire pour la découverte de solutions en chimie. La revue [TERAYAMA
et al. 2021] référence plusieurs méthodes d’optimisation & I’aide d’'un modele de substi-
tution appliquées a la chimie. La nette majorité de ces travaux est dédiée a la chimie
du solide, dans laquelle les objets d’étude ne sont pas des molécules. Les caractéristiques
des problemes d’optimisation pour cette chimie sont souvent tres différentes, et 1'espace
de recherche peut parfois étre décrit dans R?. On peut par exemple citer le travail de
[HoMMA et al. 2020], qui utilisent un modele d’apprentissage au sein d’'une procédure
d’optimisation pour trouver un mélange de composés qui maximise une propriété électro-
nique. Plus précisément, le probleme consiste a déterminer la proportion relative optimale
d’un ensemble prédéfini de composés.

Nous pouvons également mentionner COMBO, une bibliotheque conc¢ue pour I'optimi-
sation bayésienne efficace en chimie du solide [UENO et al. 2016]. COMBO est notamment
basée sur une fonction de mérite probabiliste dont le calcul est tres efficace, et utilise une
approximation rapide du noyau krgr. La bibliotheque est utilisée pour sélectionner de
maniere efficace les solutions les plus prometteuses d’un jeu de données prédéfini, mais ne
propose pas de maniére de générer des solutions dans I’ensemble de I'espace de recherche.

Nous pouvons également citer le travail de [TERAYAMA et al. 2020], qui est égale-
ment basé sur un modele de substitution et dont 'objectif est de rechercher des solutions
dont les propriétés cibles sont éloignées de la distribution connue dans le jeu de don-
nées. La fonction de mérite évalue a quel point la valeur de propriété prédite est éloignée
de cette distribution. Elle présente 'avantage de pouvoir étre appliquée simultanément
pour plusieurs propriétés, et d’étre indépendante d’'un type de modele de substitution en
particulier. Cependant, cette approche ne permet pas de spécifier des valeurs cibles de
propriétés, et ne propose pas non plus de maniere de générer des solutions.

Finalement, le travail qui se rapproche le plus du nétre est un algorithme nommé
MOLGENGO [KANG et al. 2021]. Ce dernier combine un algorithme d’optimisation mé-
taheuristique CSA (voir la section 1.3 de ce mémoire) avec une fonction de substitution
basée sur un modele de type arbre de décision. Un arbre de décision est un arbre binaire
encodant une route de décisions selon les valeurs des caractéristiques. La représentation
utilisée est la représentation sous forme de vecteur d’entiers tirée de la grammaire sans

contexte proposée par [YOSHIKAWA et al. 2018| dans le cadre de I'algorithme ChemGE
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(voir la section 1.3.2). MOLGENGO permet donc d’optimiser une propriété cotiteuse dans
I’espace des graphes moléculaires, qui est équivalent a ’espace des SMILES. Les auteurs
effectuent une preuve de concept pour l'optimisation conjointe de deux propriétés élec-
troniques. Une différence importante avec notre méthode est que les solutions candidates
ne sont pas évaluées par la fonction objectif avant la fin de la recherche, et ne sont donc
pas intégrées au jeu de données d’entrainement du modele de substitution. Ce dernier
est en fait entralné uniquement a l'initialisation de la recherche. Précisons finalement que
MOLGENGO et BBOMol ont été proposés de facon quasi-simultanée 2.

4.4 Etude de loptimisation d’une propriété peu cofi-
teuse

Dans cette section, nous proposons de mener une étude générale de notre approche,
dans l'objectif d’étudier ses performances d’optimisation, et I'effet des principaux para-
metres. Notre méthode est congue pour optimiser de fagon efficace des propriétés molécu-
laires cofiteuses, telles que les propriétés électroniques en chimie des matériaux molécu-
laires organiques. Cela implique cependant qu’une étude étendue de notre approche sur
ce genre de propriété serait tres cotiteuse. Nous choisissons donc dans un premier temps
de mener cette étude sur une propriété peu cotliteuse que nous avons déja étudiée dans
les chapitres précédents, a savoir la QED. Dans la premiere partie de cette section, nous
étudions la capacité du modele de substitution a prédire les valeurs de QED, en dehors
de toute procédure d’optimisation. Dans la seconde partie, nous intégrons les modeles
de substitution au sein de notre procédure d’optimisation boite-noire, et nous étudions
I'efficacité de la recherche en fonction des parametres d’optimisation et par rapport a
la performance de l'algorithme évolutionnaire EvoMol que nous avons proposé dans le
Chapitre 2.

4.4.1 Apprentissage et évaluation du modele de substitution

Nous cherchons d’abord a évaluer la capacité des modeles que nous utiliserons ulté-
rieurement en tant que modeles de substitution a prédire les valeurs de QED. Pour cela,

nous consacrons cette section a I’étude de la prédiction des valeurs de QED a l'aide de

2. L’article présentant BBOMol a été soumis pour publication le 20 juillet 2021, tandis que l'article
présentant MOLGENGO a été soumis le 13 aott 2021.
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modeles GPR selon différents paramétrages et différentes conditions expérimentales.

Jeux de données et prétraitements Les deux jeux de données que nous choisissons
d’utiliser pour cette étude sont QM9 [RAMAKRISHNAN et al. 2014] et ChEMBL [GAULTON
et al. 2017]. Ils sont présentés en détail dans la section 1.1.4 de ce mémoire. Pour rappel,
QM9 correspond a une énumération partielle de ’espace moléculaire contenant jusqu’a
9 atomes lourds parmi {C, N, O, F}. Il s’agit d'un jeu de données synthétique poten-
tiellement utile pour I’ensemble de la chimie organique. ChEMBL est un jeu de données
orienté pour le domaine de la chimie pharmaceutique, qui contient notamment des com-
posés naturels et des médicaments, de plus grandes tailles que QM9 (28 atomes lourds en
moyenne). ChEMBL contient également une plus grande variété d’atomes lourds (comme

par exemple les éléments P, S, Cl ou Br).

Afin de travailler sur des jeux de données homogenes et correspondant a 1’espace
chimique que 'on peut explorer a ’aide de notre algorithme évolutionnaire, et donc éga-
lement de 'approche d’optimisation que ’on propose dans ce chapitre, nous effectuons un
prétraitement de ChEMBL et QM9. Nous supprimons ainsi les radicaux et les molécules
contenant une ou plusieurs charges (ions et zwitterions). Pour rappel, les opérateurs de
mutation d’EvoMol ne permettent pas la création d’atomes chargés. Il est possible de
traiter des populations de solutions contenant des atomes chargés, mais nous choisissons

par simplicité de ne pas les considérer ici.

Pour que les données issues de QM9 et de ChEMBL soient plus comparables, nous
choisissons de retirer de ChEMBL les molécules contenant des atomes lourds n’apparte-
nant pas & l'ensemble {C, N, O, F}. A Dissue de ce prétraitement, notre sous-ensemble
de QM9 contient 132 040 molécules (contre 133 885 initialement) et notre sous-ensemble
de ChEMBL contient 867 606 molécules (contre 1 817 766 initialement). Dans la suite
de ce chapitre, nous faisons référence a ces données lorsque nous mentionnons QM9 ou

ChEMBL.

Nous étudions maintenant la distribution des valeurs de QED pour chacun de ces
deux jeux de données. Ces distributions sont représentées en Figure 4.2. On y observe que
les valeurs de QED sont tres étendues dans ChEMBL, tandis qu’elles sont majoritaire-
ment comprises entre 0.2 et 0.6 dans QM9. Notons que la valeur maximale observée dans
ChEMBL (0.948) correspond a la valeur optimale obtenue par de nombreuses méthodes

d’optimisation de la QED (ces résultats sont présentés dans la section 2.3 de ce mémoire).
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10000 - max x€QM9 QED(x) = 0.669
max XEChEMBL QED(x) = 0.948

8000 -

6000 -

Jeu de données
QM9
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QED

F1GURE 4.2 — Distribution des valeurs de QED en fonction du jeu de données. Les deux
lignes verticales indiquent la valeur maximale observée dans chacun des jeux de données.
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Descripteur moléculaire Nous choisissons d’utiliser pour cette étude le vecteur en-
tier des occurrences de shingles de rayon 1 en tant que descripteur moléculaire. En tant
que descripteur dépendant uniquement du graphe et non de la géométrie moléculaire, le
vecteur de shingles peut étre calculé relativement rapidement. Nous estimons qu’il faut
en moyenne 0.27 secondes pour transformer 100 molécules de QM9, et 0.91 secondes pour
transformer 100 molécules de ChEMBL?®. Bien que non négligeable lorsque la fonction
prédite est peu cotiteuse, il s’agit d'un cotit raisonnable dans le cadre de notre algorithme
d’optimisation. Nous considérons en revanche qu’il serait trop cotiteux d’utiliser un des-
cripteur moléculaire basé sur la géométrie tel que MBTR dans ce contexte. Nous avons
estimé dans la section 1.1.2 de ce mémoire qu’il faut au minimum 1072 & 10~! secondes
pour calculer la géométrie d’une molécule de ChEMBL, ce qui implique qu’il faudrait jus-
qu’a 10 secondes pour calculer les descripteurs nécessaires a 1'évaluation par le modéle

de substitution de 100 solutions de ’espace de recherche.

Fonction noyau et gestion du bruit Nous étudions le modele GPR dans le cadre ou
il est associé avec une fonction noyau krgr et kporpropuer. Nous utilisons également un
noyau kwyrrg afin que le bruit des données soit estimé dynamiquement. Dans la suite de
cette étude pour la prédiction et 'optimisation des valeurs de QED, nous étudions donc les
deux noyaux krpr (2, ') + kwums(2, 2') ainsi que kporpropuer (2, ') + kwumes (2, 2'). Pour

simplifier la notation, nous y ferons référence simplement par kgrgr et par kporpropucr-

Implémentation Nous utilisons 'implémentation des modeles GPR de la bibliotheque
Scikit-Learn [PEDREGOSA et al. 2011]. Nous activons le parametre de normalisation dy-
namique des valeurs cibles (les valeurs de QED) en entrée du modele, afin qu’elles aient
une moyenne nulle et un écart type unitaire. Cette transformation est effectuée selon la
moyenne et ’écart-type observés sur le jeu de données d’entrainement, et la réciproque

de cette transformation est appliquée dynamiquement sur les valeurs prédites.

Etude des performances de prédiction

Nous menons d’abord une étude des performances de prédiction des valeurs de QED
en fonction de la taille des données d’entrainement. Nous cherchons également a mesurer

le temps d’entralnement et de prédiction des modeles. Ces informations nous permettront

3. Pour produire cette estimation, nous mesurons le temps de calcul du descripteur pour 50 000
molécules tirées aléatoirement de QM9 et ChEMBL.
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de régler plus facilement les parametres de notre algorithme d’optimisation dépendant de
ces modeles par la suite. Rappelons que les GPR ne nécessitent a proprement parler pas
de phase d’entrainement dans laquelle ils construiraient un modele de la fonction prédite.
Chaque prédiction dépend en effet d'un calcul impliquant ’ensemble des points connus.
Cependant, une partie de ce calcul est indépendante des points dont la valeur doit étre
prédite, et peut donc étre effectuée au préalable. Ce que nous appelons entrainement
correspond donc plus exactement au calcul du cache de la matrice K(X,X) (voir la
section 1.2 de ce mémoire). Cela comprend également "optimisation des hyper-parametres
de la fonction noyau, qui comprend ici I'estimation du bruit gaussien dans les données

d’apprentissage.

[’expérience que nous menons consiste a tester notre modele en fonction de la taille du
jeu d’entrainement. Nous effectuons d’abord une séparation aléatoire de chacun des jeux
de sorte a obtenir un jeu de test contenant 50 000 molécules. Le reste des molécules forme
le jeu complet d’entrainement E. Nous entrainons alors les deux modeles d’apprentissage
utilisant chacune des fonctions noyau en utilisant comme jeu d’entrainement un sous-
ensemble de E de taille variant parmi {10, 100, 1000, 10000}. Ce modele est alors évalué
sur le jeu de test. Cette procédure est effectuée a la fois sur ChEMBL et QM9.

La Figure 4.3 représente les erreurs observées pour les différents modeles pour la
prédiction des valeurs de QED, et plus exactement la mesure d’erreur moyenne absolue,
communément abrégée par « MAE » en anglais (pour Mean Absolute Error). On observe
que dans toutes les conditions, I'erreur est plus faible sur QM9 que sur ChEMBL. Cela
peut s’expliquer par le fait que les données sont plus homogenes (notamment en taille
des molécules), et par le fait que les valeurs de QED sont également moins étendues (voir
la Figure 4.2). On observe de plus que le noyau kgpr est le plus efficace pour les deux
jeux de données. Finalement, il semble que I'erreur diminue fortement lorsque le jeu de
données augmente jusqu’a contenir environ 3000 molécules, puis diminue plus lentement

voire semble stagner lorsque kporpropuer €st utilisé.

Nous étudions maintenant la Figure 4.4, qui représente les temps mesurés en fonction
de la taille des données d’entrainement. Nous observons d’abord que le noyau kporpropucr
est systématiquement plus rapide que krpp. Il s’agit d’un résultat attendu puisque ce
dernier dépend du calcul d'une exponentielle, plus coliteux qu'un produit scalaire. Nous
observons également (partie gauche de la figure) que le temps nécessaire a l'entrainement
du GPR devient rapidement tres important. L’entrainement nécessite en effet plusieurs

centaines a plus d’'un millier de secondes lorsque la taille du jeu de données d’entrainement
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FIGURE 4.3 — Erreur moyenne absolue pour la prédiction de la valeur de QED a 'aide
du modele GPR en fonction du jeu de données (QM9 ou ChEMBL), de la fonction noyau
(krpr ou kporpropucr, notée resp. RBF et DotProduct), et de la taille du jeu de données
d’entrainement. Tous les points sont obtenus par test sur un sous-ensemble fixe du jeu
de données contenant 50 000 molécules. Les données d’entrainement sont extraites du
sous-ensemble complémentaire du jeu de données.
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Entrainement Prédiction (1000 mol.) Descripteurs + prédiction (1000 mol.)
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FIGURE 4.4 - A gauche : temps pour 'entrainement du modele de prédiction de la QED en
fonction de la fonction noyau et de la taille du jeu de données d’entrainement. Au centre :
temps pour la prédiction de la valeur de QED de 1000 molécules en fonction de la fonction
noyau et de la taille du jeu de données d’entrainement. A droite : temps pour le calcul des
descripteurs et la prédiction de la valeur de QED pour 1000 molécules en fonction du jeu
de données, de la fonction noyau et de la taille du jeu de données d’entrainement. QM9
et ChEMBL correspondent aux deux jeux de données d’entrainement et de test, RBF et
DotProduct correspondent aux deux fonctions noyau krpr et kporpropucr respectivement.
Les valeurs sont représentées en noir a gauche et au centre car le temps pour ’entrainement
et la prédiction du modele est indépendant du jeu de données, contrairement au calcul
des descripteurs.
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MAE inter-modeéles
Fonction noyau Moyenne Ecart-type
QM9 ChEMBL QM9 ChEMBL
krBF 0.031 0.078  0.000 0.001
kporPropuct 0.037 0.103  0.000 0.001

TABLE 4.1 — Moyenne et écart-type des valeurs de MAE pour la prédiction des valeurs
de QED, mesurées sur les différents plis en fonction du jeu de données et de la fonction
noyau.

atteint 10 000. Il s’agit d’une limitation non négligeable mais connue des GPR. Elle est
accentuée ici par le fait que l'on utilise un descripteur de grande dimension (2000) pour

un modele de ce type.

Le temps nécessaire pour la prédiction des valeurs de QED (partie centrale de la
Figure 4.4) est plus faible, mais devient non négligeable lorsque la taille des données
d’entrainement augmente. Il faut en effet environ 10 secondes pour prédire les valeurs de
1000 molécules lorsque le jeu de données d’entrainement en contient 10 000. Lorsque I'on
prend également en compte le temps nécessaire au calcul des descripteurs (partie droite
de la figure), la transformation du graphe moléculaire en vecteur de shingles implique un
cott de calcul constant non négligeable, en particulier pour les faibles tailles de jeu de
données d’entrainement. Il faut ainsi 2 a 20 secondes pour évaluer les valeurs de QED
de 1000 solutions de l'espace de recherche, en considérant le calcul des descripteurs et
un jeu de données d’entrainement de taille comprise entre 10 et 10 000. Nous concluons
de ces expériences que 10% semble un ordre de grandeur raisonnable pour la taille du jeu
de données d’entrainement. Cela correspond a un compromis raisonnable entre cotit de
calcul et qualité des prédictions. Il s’agit par conséquent de ’ordre de grandeur des tailles
de jeux de données que nous utiliserons dans les expériences d’optimisation basée sur le

modeéle de substitution.

Nous cherchons désormais a obtenir une estimation plus précise des erreurs de nos
modeles, dans un contexte comparable a 1'utilisation que nous en ferons en tant que mo-
deles de substitution dans notre approche d’optimisation. Nous menons pour cela une
nouvelle expérience. Pour chacun des jeux de données, nous extrayons de fagon aléatoire
(sans remise) 100 plis contenant chacun 1000 molécules. Pour chacun des jeux de données
et pour chacune des deux fonctions noyau, nous effectuons une validation croisée en utili-
sant itérativement chaque pli comme jeu de données d’entrainement. Chaque modele est

évalué sur 'ensemble des plis n’ayant pas servi a son entrainement. Cette configuration
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F1GURE 4.5 — Distribution des erreurs du modele entrainé sur le premier pli pour la
prédiction des valeurs de QED en fonction du jeu de données et de la fonction noyau.

nous permet d’étudier le comportement de nos modeles lorsque le jeu de données d’en-
trainement comprend 1000 molécules, ce qui correspond a 1’ordre de grandeur de la taille
des données que nous utiliserons dans les expériences que nous menerons dans la suite de

cette section pour 'optimisation des valeurs de QED.

En Table 4.1, nous présentons plusieurs statistiques de la MAE obtenue selon cette
méthodologie sur les différents plis pour chaque modele étudié. Comme pour les expé-
riences précédentes, on observe que les erreurs sont plus faibles lorsque la fonction krpp
est utilisée, et lorsque le modele est testé sur QM9. Rappelons toutefois que ChEMBL
contient une plus grande diversité de molécules et de valeurs de QED, ce qui rend le pro-
bleme d’apprentissage plus complexe. Nous ne pouvons donc pas conclure que le modele
entrainé sur le jeu de données QM9 possede de meilleures capacités de généralisation sur
I’espace moléculaire. L’étude de I’écart-type nous permet d’observer que les modeles sont
extrémement stables, quelle que soit la configuration.

L’écart-type des MAE étant tres faible, nous savons que la valeur de MAE varie tres
peu en fonction du pli d’entrainement. Nous souhaitons dorénavant étudier les erreurs
commises par un modele sur son jeu de test. Pour cela, nous représentons en Figure 4.5

la distribution des erreurs du modele entrainé sur le premier pli et testé sur ’ensemble

187



Chapitre 4 — Optimisation boite-noire guidée par un modéle d’apprentissage de
propriétés moléculaires

Erreur intra-modele
Fonction noyau Moyenne Ecart-type
QM9 ChEMBL QM9 ChEMBL
krpr 0.001 -0.005 0.041 0.100
kporProbuct 0.001 -0.006  0.047 0.129

TABLE 4.2 — Moyenne et écart-type des erreurs enregistrées pour le modele entrainé sur
le premier pli pour la prédiction des valeurs de QED.

des autres plis, en fonction du jeu de données et de la fonction noyau. Nous observons
comme attendu que les erreurs sont plus resserrées au centre de la distribution pour les
modeles évalués sur QM9 que pour les modeles évalués sur ChEMBL, et pour les modeéles
basés sur un noyau kgrgr plutot qu'un noyau kporpropuer- Ces distributions semblent
approximativement gaussiennes. Nous observons dans les valeurs de la Table 4.2 qu’en
supposant que ces distributions sont effectivement gaussiennes, elles sont paramétrées par
une moyenne proche de 0, et un écart-type proche de 0.04 pour les modeles évalués sur
QM9 et compris entre 0.10 et 0.13 pour les modeles évalués sur ChEMBL.

Les performances des modeles GPR que nous avons étudiés pour la prédiction de la
QED nous semblent satisfaisantes. Ces modeles produisent des erreurs moyennes qui sont
comprises entre 0.03 et 0.1, pour la prédiction d’une propriété qui est définie entre 0 et
1. Nous pouvons nous attendre a ce que ces modeles permettent d’identifier des solutions
prometteuses pour la recherche de valeurs de QED élevées, et par conséquent il semble
raisonnable de les utiliser en tant que modeles de substitution au sein de notre approche
d’optimisation. Il faut cependant retenir que le temps d’entrainement et de la prédiction
de points arbitraires de ’espace de recherche peut devenir important. Nous veillerons par

conséquent a utiliser des jeux de données de taille raisonnable par rapport a ce facteur.

4.4.2 Evaluation de notre méthode d’optimisation

Nous proposons maintenant d’étudier les performances d’optimisation de notre ap-
proche, en intégrant les modeles de substitution étudiés dans la section précédente au
sein de notre procédure d’optimisation boite-noire. Nous divisons cette étude en trois
sous-parties. Dans un premier temps, nous effectuons une étude par énumération exhaus-
tive d'une grille de plusieurs parametres, a savoir le jeu de données initial, la fonction
noyau du modele de substitution et la fonction de mérite. Toutes ces expériences sont

effectuées avec et sans filtrage par contrainte de I’espace de recherche. Dans un deuxiéme
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Parameétre Valeur

Jeu de données initial Méthane, QM9, ChEMBL
Fonction de mérite POI, EI id

Fonction noyau krBF, kDorProbucT
Contrainte sur I'espace de recherche | Aucune, sillywalks

TABLE 4.3 — Grille de parametres étudiés pour 'optimisation de la valeur de QED a
I’aide de notre approche.

temps, nous étudions 'influence du parametre d’exploration £ sur un sous-ensemble de
cette grille. Finalement, nous proposons une étude de I'influence de la connaissance apprise
par le modele de la substitution. Pour cela, nous étudions les performances d’optimisation
lorsque le descripteur moléculaire est tiré aléatoirement pour chaque molécule, et donc

que le modele de substitution perd la capacité de prédire des valeurs pertinentes.

Etude générale de notre approche

Parameétres de I’étude La grille de parametres dont nous étudions toutes les combi-
naisons est présentée en Table 4.3. Le premier de ces parametres est le jeu de données
initial. Nous utilisons deux stratégies différentes. La premiere consiste a utiliser un jeu
de données contenant la molécule de méthane uniquement. Il s’agit d'une stratégie que
nous avons déja utilisée pour EvoMol dans le Chapitre 2. La deuxiéeme consiste a uti-
liser comme jeu de données un sous-ensemble de taille 1000 tiré aléatoirement d’un jeu
de données de référence. Cette taille, relativement petite, est choisie pour que le modele
de substitution puisse étre entrainé en temps raisonnable. Les jeux de données de réfé-
rence sont les sous-ensembles de QM9 et ChEMBL étudiés dans la section précédente
pour I'apprentissage des valeurs de QED. Nous appliquons cependant une transformation
supplémentaire au jeu de données ChEMBL. Ce dernier contient des molécules possédant
des valeurs de QED tres élevées (voir la Figure 4.2). Certaines des molécules de ChEMBL
possedent méme une valeur de QED de 0.948, correspondant a la meilleure valeur obtenue
par de nombreux travaux d’optimisation (voir le Chapitre 2). Puisque notre objectif est
ici d’utiliser le jeu de données comme un point de départ pour 'optimisation de la QED,
nous choisissons de retirer les solutions en possédant déja une valeur élevée. Nous fixons
le seuil a 0.669, qui correspond a la plus haute valeur de QED dans notre sous-ensemble
de QM9. Cela permettra de plus de rendre les résultats d’optimisation plus facilement
comparables. Les solutions retirées correspondent donc a I’ensemble de molécules situées

entre les deux lignes verticales en Figure 4.2.
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Le deuxieme parametre est la fonction de mérite. Nous étudions les fonctions POI et
EI, présentées plus tot dans ce chapitre. Le parametre d’exploration & est fixé pour ces
deux fonctions a la valeur de 0.01. Nous étudions également la fonction identité (id), qui
correspond en fait a l'optimisation des valeurs prédites par le modele de substitution.
Le troisieme parametre étudié est la fonction noyau du modele de substitution. Nous
étudions les mémes fonctions que pour I’étude de 'apprentissage de la QED dans la section
précédente, a savoir krgr et kporpropucr. Comme pour les modeles étudiés précédemment,
la fonction noyau contient également la fonction kwyre afin d’estimer dynamiquement le

bruit des données d’apprentissage.

Nous souhaitons également étudier I'influence de la contrainte dite « sillywalks » per-
mettant de filtrer ’espace de recherche accessible, telle que définie et étudiée dans le
Chapitre 2 pour favoriser le réalisme des solutions. Pour rappel, il s’agit d’ignorer les
solutions de 'espace de recherche possédant des caractéristiques ECFP4 inconnues dans
ChEMBL, un jeu de données de référence. Toutes les expériences de I'étude que nous me-
nons sont effectuées avec et sans I’application de cette contrainte sur I’espace de recherche.
Notons que lorsqu’elle est appliquée pour I'espace de recherche, nous I'appliquons égale-
ment sur notre sous-ensemble de QM9. Ainsi, le jeu de données initial ne peut contenir des
solutions qui ne font pas partie de 1’espace de recherche. Par définition de la contrainte,

il n’est pas nécessaire de 'appliquer pour ChEMBL.

Parameétres de la recherche évolutionnaire Les autres parametres de BBOMol sont
définis a une valeur fixe pour I’ensemble des expériences. Pour faciliter les explications
puisque notre algorithme EvoMol est utilisé au sein de notre algorithme BBOMol et qu’ils
sont tous deux constitués d’une boucle d’étapes d’optimisation, nous parlerons de boucle
externe d’optimisation pour BBOMol et de boucle interne pour EvoMol. Le nombre de
solutions n générées a chaque étape d’optimisation externe est fixé a 10. Le parametre [
qui définit la taille de la population initiale des optimisations évolutionnaires est fixé a
10 également. L’espace de recherche de I'optimisation évolutionnaire est fixé de la facon
suivante. Les solutions peuvent contenir jusqu’a 50 atomes lourds parmi {C, N, O, F},
afin de correspondre a l’espace moléculaire représenté dans les deux jeux de données
utilisés pour la sélection du jeu de données initial. Nous choisissons d’effectuer 10 étapes
d’optimisation interne & chaque appel d’EvoMol. Cela signifie que les solutions candidates
sont distantes d’au plus 10 mutations de solutions du jeu de données X. Il s’agit d'une

valeur relativement peu élevée, qui permet d’espérer obtenir des solutions candidates
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relativement proches des solutions connues, dans des zones de 1’espace de recherche dans
lesquelles l'interpolation effectuée par le modele de substitution est susceptible d’étre
pertinente. La parametre TailleLot d’EvoMol est fixé a 10. Cela signifie qu’a chaque étape
d’optimisation interne, 10 solutions sont générées. Puisque 10 solutions sont générées a
chacune de ces 10 étapes, un total de 100 solutions est généré en plus des 10 solutions
de la population initiale. La taille maximale TailleMaz de la population est fixée a une
valeur supérieure (1000). Notons que cela signifie qu’aucun remplacement d'un individu

défini n’a lieu lors de 'optimisation interne.

Comparaison aux performances d’un algorithme évolutionnaire Afin d’obtenir
un point de comparaison, une expérience correspondant a la maximisation de la QED a
I’aide d’un algorithme évolutionnaire uniquement est également effectuée dans des condi-
tions comparables. Nous utilisons pour cela notre algorithme EvoMol. La taille maximale
de la population est fixée a 1000, le nombre d’individus remplacés par étape est fixé a
10 et 'espace de recherche est composé de molécules contenant jusqu’a 50 atomes lourds
parmi {C, N, O, F}. Comme pour les expériences de BBOMol, plusieurs expériences sont
effectuées, en utilisant ou non la contrainte sillywalks, et en faisant varier la stratégie de

sélection du jeu de données initial utilisé ici en tant que population initiale.

Conditions expérimentales Toutes les expériences sont effectuées 10 fois, avec un
budget de 2000 appels a la fonction objectif pour chaque exécution. Ce budget est choisi
de sorte a obtenir un jeu de données final contenant au plus 3000 solutions, puisque nous
utiliserons des jeux de données initiaux contenant 1 ou 1000 solutions. Cela correspond
a une taille permettant d’utiliser un modele de substitution GPR en temps raisonnable

selon I’étude que nous avons effectuée dans la section précédente.

Résultats : impact du jeu de données initial Dans un premier temps, nous étu-
dions les résultats de 'optimisation sans filtrage de 1'espace de recherche, selon les diffé-
rentes stratégies pour sélectionner la population initiale. Nous commengons par la stra-
tégie consistant a utiliser la molécule de méthane, dont les résultats sont présentés en
Figure 4.6 (a gauche). On peut y observer que notre approche associée a une fonction
de mérite pertinente (nous commenterons ultérieurement la fonction de mérite identité)
est nettement plus efficace que I'optimisation évolutionnaire. Les courbes représentant ces

exécutions de BBOMol augmentent nettement plus vite vers des valeurs élevées de QED.
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Initialisation méthane

Sans filtrage Filtrage sillywalks
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FIGURE 4.6 — Moyenne des meilleurs scores obtenus en fonction du nombre d’appels a la
fonction objectif, pour différents paramétrages de BBOMol et pour EvoMol. La popula-
tion initiale des expériences représentées contient la molécule de méthane uniquement. A
gauche : résultats sans filtrage de Pespace de recherche. A droite : résultats avec filtrage
selon la contrainte sillywalks. Les parametres EI, POI et id représentent la fonction de
mérite utilisée et sont différenciés par les types de lignes. Les parametres RBF et DotPro-
duct correspondent a la fonction noyau utilisée (krpr et kporpropucr) et sont différenciés
par la couleur des lignes. L’expérience basée sur un algorithme évolutionnaire uniquement
(EvoMol) est représentée par un type de ligne et une couleur uniques.
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La Table 4.4 permet d’en obtenir une mesure quantitative. Elle contient les valeurs d’ERT
pour ’ensemble des expériences et pour différentes valeurs cibles de QED. Pour rappel,
la mesure d’ERT qui est définie en section 1.3.1 de ce mémoire représente I'espérance du
colit de I'exécution en nombre d’appels a la fonction objectif pour obtenir une valeur cible
de fonction objectif. Nous pouvons observer au sein de cette table que 18 583 appels a
EvoMol sont nécessaires pour obtenir une seule fois une valeur de QED supérieure a 0.9,

contre seulement 482 appels en moyenne pour le paramétrage le plus efficace de BBOMol.

Ces résultats peuvent étre mis en relation avec la Table 3.2 du Chapitre 3, présentée en
section 3.5. Les expériences d’optimisation des valeurs de QED a l’aide de notre algorithme
évolutionnaire sont assez similaires, mais les résultats different de fagon importante. Pour
une cible de 0.948 avec une population initiale composée du méthane uniquement et sans
contrainte sur I’espace de recherche, nous mesurions une ERT de 131 973 tandis que dans
le cas présent nous mesurons une ERT de 19 625 seulement. L’expérience précédente
était effectuée dans 'espace de recherche des graphes moléculaires composés d’au plus
38 atomes lourds parmi {C, N, O, F, P, S, Cl, Br} tandis que l'expérience courante
est effectuée dans l'espace de recherche des graphes moléculaires composés d’au plus 50
atomes lourds parmi {C, N, O, F}. Nous ne pensons toutefois pas qu'il s’agit du facteur
déterminant pour I'explication de la différence entre les résultats observés. Nous pensons
qu’elle est expliquée principalement par la variation du critere d’arrét. Il correspondait a
I’application de 800 étapes d’optimisation dans les expériences précédentes, contre 2000
appels a la fonction objectif dans l'expérience courante. Or, dans notre algorithme ces
deux quantités ne sont pas liées de fagon linéaire et 800 étapes d’optimisation peuvent
correspondre a un nombre d’appels a la fonction objectif tres supérieur a 2000. Une étude
manuelle des résultats avec le critere d’arrét fixé a 800 étapes montre qu’il faut jusqu’a 400
000 appels a la fonction objectif pour obtenir une solution atteignant la cible de 0.948,
mais que les 10 exécutions permettent d’obtenir une solution atteignant la cible. Pour
I’expérience courante, seule 1 exécution permet d’obtenir cette cible, mais par définition
de T'expérience le cotlit de chacune des 9 exécutions qui ne permettent pas d’obtenir la
cible est seulement de 2000 appels. Cela met en évidence de fagon expérimentale que le
budget fixé pour 'optimisation doit étre comparable pour que les valeurs d’ERT puissent

étre comparées.

Lorsque la population initiale est un sous-ensemble de QM9, on peut observer (& gauche
de la Figure 4.7) que cela favorise nettement ’ensemble des exécutions. La connaissance

contenue dans le jeu de données initial a, comme on pourrait I'attendre, une influence
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Initialisation QM9

Sans filtrage Filtrage sillywalks
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FIGURE 4.7 — Moyenne des meilleurs scores obtenus en fonction du nombre d’appels a la
fonction objectif, pour différents paramétrages de BBOMol et pour EvoMol. La popula-
tion initiale des expériences représentées est un sous-ensemble du jeu de données QM9. A
gauche : résultats sans filtrage de Pespace de recherche. A droite : résultats avec filtrage
selon la contrainte sillywalks. Les parametres EI, POI et id représentent la fonction de
mérite utilisée et sont différenciés par les types de lignes. Les parametres RBF et DotPro-
duct correspondent a la fonction noyau utilisée (krpr et kporpropucr) et sont différenciés
par la couleur des lignes. L’expérience basée sur un algorithme évolutionnaire uniquement
(EvoMol) est représentée par un type de ligne et une couleur uniques.
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Initialisation ChEMBL
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FIGURE 4.8 — Moyenne des meilleurs scores obtenus en fonction du nombre d’appels a
la fonction objectif, pour différents paramétrages de BBOMol et pour EvoMol. La po-
pulation initiale des expériences représentées est un sous-ensemble du jeu de données
ChEMBL. A gauche : résultats sans filtrage de espace de recherche. A droite : résultats
avec filtrage selon la contrainte sillywalks. Les parametres EI, POI et id représentent la
fonction de mérite utilisée et sont différenciés par les types de lignes. Les parametres RBF
et DotProduct correspondent a la fonction noyau utilisée (krpr et kporpropucr) €t sont
différenciés par la couleur des lignes. L’expérience basée sur un algorithme évolutionnaire
uniquement (EvoMol) est représentée par un type de ligne et une couleur uniques.
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importante sur l'efficacité de I'optimisation. Il est intéressant de noter que cela favorise
également EvoMol. Cela signifie que le jeu de données ne permet pas seulement de prédire
de fagon plus précise les valeurs de fonction objectif, mais qu’il offre également des points
de départ pertinents pour une recherche par voisinage. En Table 4.4, on observe qu’EvoMol
requiert 527 appels a f pour obtenir une QED supérieure a 0.9, contre 161 pour BBOMol
dans le cas le plus favorable. Pour résumer, 'utilisation d’un jeu de données initial extrait
de QM9 plutét que d’un jeu de données contenant seulement la molécule de méthane
permet d’optimiser la valeur de QED de manieére plus efficace, et notre approche basée sur

un modele de substitution demeure plus efficace qu'une approche purement évolutionnaire.

Il est intéressant d’étudier les résultats d’optimisation lorsque le population initiale
est basée sur ChEMBL (voir la partie gauche de la Figure 4.8). L'utilisation de ChEMBL
plutot que QM9 favorise ’ensemble des exécutions. Cela peut s’expliquer par le fait que la
QED est une mesure de similarité a des médicaments. Or, ChEMBL est une base de don-
nées tres orientée pour la chimie pharmaceutique, contrairement a QM9 qui est une base
synthétique pour la chimie organique en général. Les molécules de ChEMBL semblent
donc plus pertinentes par rapport au probleme d’optimisation que ’on souhaite résoudre.
Notons également que la taille des molécules entre les deux jeux de données differe gran-
dement, puisque les molécules de QM9 possedent jusqu’a 9 atomes lourds, tandis que les
molécules de ChEMBL en posseédent en moyenne pres de 30 (voir la section 1.1.4 de ce
mémoire). Il est probable que ce facteur soit également déterminant, et que la taille des
molécules favorise 'obtention de valeurs élevées de QED. Rappelons que dans le cas pré-
sent, ChEMBL a subi un filtrage pour ne conserver que les types d’atomes présents dans
QM9, et pour éliminer les solutions possédant une valeur de QED supérieure a la valeur
maximale de QM9 (0.669). Cela limite 'impact de ces facteurs. Toutefois, nous savons que
ChEMBL contient une plus grande proportion de solutions proches de la limite de 0.669

(voir la Figure 4.2). Cela peut certainement avoir une influence positive sur les résultats.

Une autre observation tres intéressante est que dans le cas présent, I'optimisation évo-
lutionnaire est plus efficace que I'optimisation a I’aide d’un modele de substitution. Cela
signifie que bien que nous utilisions une version de ChEMBL dans laquelle les solutions
correspondant aux plus hautes valeurs de QED sont filtrées, relativement peu de mu-
tations sont nécessaires pour transformer une solution du jeu de données initial en une
solution possédant une valeur de QED élevée. Cela signifie également que la mécanique
déployée par BBOMol est moins efficace dans ce cas précis. Nous pouvons émettre plu-

sieurs hypotheses pour expliquer cela. On peut supposer que I'exploration de ’espace de
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recherche, promue a la fois par la fonction de mérite et son parametre & non nul, est
défavorable dans le cas ou les solutions du jeu de données initial sont déja tres proches
en nombre de mutations de tres bonnes solutions. Nous verrons en étudiant la fonction
de mérite identité ainsi que la variation de £ que ces effets sont observables, mais qu’ils
n’expliquent pas la totalité de la différence entre BBOMol et EvoMol dans ce cas précis.

L’autre hypothese que nous formulons est que le modele de substitution n’est pas assez
précis pour prédire efficacement les valeurs de f lorsqu’elles sont proches de I'optimalité,
et que l'approche en devient méme moins efficace que ’exploration aléatoire effectuée par
EvoMol lorsque peu de mutations sont nécessaires. Il est peu surprenant qu’un modele
de substitution fonctionnant par interpolation ne soit pas capable de prédire efficacement
des valeurs extrémes par rapport a la distribution représentée dans le jeu de données
d’entrainement, en particulier lorsque les amplitudes d’améliorations attendues diminuent.
Pour la QED, il devient relativement vite nécessaire de prédire efficacement les valeurs
au centieme puis au millieme. Cet effet est observable en Table 4.4. Lorsque la valeur
cible est de 0.9, BBOMol est autant voire plus efficace qu’EvoMol. Lorsque la cible et sa
précision augmentent (0.94 puis 0.948), notre approche devient de moins en moins efficace
relativement a EvoMol. Notons par ailleurs que cet effet s’observe pour les trois stratégies
d’initialisation.

La stratégie d’initialisation possede une grande influence sur les performances de notre
approche. Cela justifie des travaux ultérieurs pour déterminer des approches pertinentes
pour la sélection du jeu de données initial pour l'espace des graphes moléculaires, ou
plus généralement pour 'espace des molécules. Rappelons toutefois que notre étude est
basée sur un probleme synthétique pour évaluer a coiit raisonnable l'effet de plusieurs
parametres de notre approche d’optimisation. L’efficacité de I'optimisation évolutionnaire
de la QED en utilisant la stratégie d’initialisation basée sur ChEMBL est telle qu’il serait
discutable d’utiliser une approche basée sur un modele de substitution pour un probleme

réel lorsqu’un jeu de données aussi pertinent est disponible.

Résultats : impact de la fonction de mérite et de la fonction noyau Nous
étudions désormais I'effet des trois fonctions de mérite et des deux fonctions noyau. Pour
I'optimisation au départ du méthane (Figure 4.6), les exécutions basées sur les fonctions
de mérite probabilistes (EI et POI) permettent d’obtenir des résultats comparables, avec
un avantage possible pour EI (notamment associé a la fonction noyau krpy). L’utilisation

de la fonction identité offre des performances nettement inférieures, proches des résultats
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Init. | Expérience Sans contrainte Contrainte sillywalks
0.9 0.94 0.948 0.9 0.94 0.948
EL kgrpr 482 (10) 1078 (10) - (-) | 1842 (7) 5587 (3) 9748 (2)
o EL Eporpropuer 674 (10) 1946 (7) 8895 (2) | 4355 (4) - () - ()
= POI, kggr 958 (9) 1894 (7) - (=) | 9166 (2) 18735 (1) 19768 (1)
Z | POL kporrmoneer | 816 (10) 2223 (7) - ()|19192 (1) - () - ()
= id, krpr - () - () - () - () - () - ()
ida kDOTPRODUCT 5641 (3) 18767 (1) 18975 (1) - (') - (') - (')
EvoMol 18583 (1) 19417 (1) 19625 (1) - () - () - (=)
El, krgr 162 (10) 825 (10) 3495 (5) | 188 (10) 696 (10) 9063 (2)
EI, kporPropucr 214 (10) 1402 (8) 19746 (1) 304 (10) 2925 (5) - (=)
o POI, kgrpr 161 (10) 904 (10) 9512 (2) 230 (10) 743 (10) 8871 (2)
% POI, kporPropuct 243 (10) 2258 (6) 9274 (2) 229 (10) 2276 (6) 19247 (1)
id, krpr 361 (10) - () - () 449 (10) 6143 (3) - (=)
id, kporProbuer 261 (10) 19500 (1) - () 572 (10) 18976 (1) - ()
EvoMol 527 (9) 3099 (5) 4360 (4) 315 (10) 5307 (3) - (=)
EL kgrpr 79 (10) 369 (10) 3414 (5) 84 (10) 232 (10) 3423 (5)
E El, kporPropucr 138 (10) 1362 (8) 18939 (1) 241 (10) 1860 (6) - (=)
e POI, kgpr 49 (10) 481 (10) 2608 (6) 42 (10) 330 (10) 1347 (9)
S POI, kporpropucr 345 (9) 1093 (8) 8993 (2) 177 (10) 1116 (8) - ()
5 id, krpr 44 (10) 658 (9) 3876 (4) 46 (10) 183 (10) 9109 (2)
id, kporProbuct 185 (10) 1880 (6) 8772 (2) 184 (10) 859 (9) 18225 (1)
EvoMol 78 (10) 241 (10) 592 (10) 93 (10) 371 (9) 1472 (7)

TABLE 4.4 — Mesure d’espérance du cotit de I’exécution en nombre d’appels a la fonction
objectif (ERT) pour obtenir une solution ayant une QED au moins égale aux cibles 0.9,
0.94 et 0.948 pour différents paramétrages de BBOMol et pour EvoMol. Le nombre de
fois que la cible a été atteinte parmi les 10 exécutions est indiqué entre parentheses. La
premiere colonne indique le jeu de données initial. La deuxiéme colonne indique la méthode
utilisée et les parametres de la recherche. Les parametres EI, POI et id représentent
la fonction de mérite. Les parametres krgr et kporpropucr correspondent a la fonction
noyau. La partie de gauche des résultats correspond aux résultats sans filtrage de 1'espace
de recherche. La partie de droite correspond aux résultats lorsque 1’espace de recherche
est restreint aux solutions valides selon la contrainte sillywalks. Pour chaque stratégie
d’initialisation et pour chaque colonne de résultats, la valeur d’ERT la plus faible est mise
en évidence en gras. Les tirets correspondent aux valeurs non définies I’ERT (absence de
succes).
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d’EvoMol. Cette différence est attendue, puisque l'optimisation directe des valeurs du
modele de substitution est plus susceptible de mener vers des optimums locaux virtuels
ne correspondant & des optimums de la fonction objectif f [JONES 2001]. De plus, cette
stratégie n’integre pas une fagon de favoriser I'exploration de 1’espace de recherche, ce qui
limite les chances d’obtenir un meilleur modele de f a I’étape suivante grace aux points
sélectionnés et insérés dans le jeu de données. Ces effets sont accentués ici par le fait que
la population initiale contient un minimum de connaissance.

Lorsque la population initiale est basée sur QM9 ou ChEMBL (Figures 4.7 et 4.8), la
différence entre les exécutions basées sur EI et POI est atténuée. Numériquement (voir la
Table 4.4), il semble difficile de déterminer un parametre plus efficace que l'autre, pour
une fonction noyau donnée. Pour les exécutions basées sur QM9, la fonction identité est
toujours moins efficace que EI et POI, et donne également des résultats comparables a ceux
d’EvoMol. Pour ChEMBL en revanche, la fonction identité semble aussi efficace que les
autres fonctions de mérite. Cela est un indice supplémentaire que le jeu de données initial
basé sur ChEMBL contient déja des connaissances trés pertinentes pour 'optimisation de
la QED.

Contrairement a la fonction de mérite, la fonction noyau semble avoir systématique-
ment un effet important pour ’ensemble des exécutions. Pour les trois figures étudiées
dans les paragraphes précédents, les séries de données bleues, qui correspondent a 1'uti-
lisation d’un noyau krpr, sont quasiment systématiquement situées au dessus des lignes
oranges correspondant a 'utilisation d’'un noyau kporpropuer pour une fonction de mérite
donnée. Les valeurs d’ERT confirment cette tendance pour les trois valeurs de QED cibles,

a quelques rares exceptions pres.

Résultats : impact du filtrage de I’espace de recherche Pour conclure cette étude
générale, nous étudions l'effet du filtrage de 1'espace de recherche selon la contrainte silly-
walks. Les Figures 4.6, 4.7 et 4.8 présentent (& droite) graphiquement ces résultats pour les
différentes stratégies d’initialisation. La Table 4.4 (a droite également) représente quanti-
tativement l'efficacité des expériences lorsque ces filtres sont activés. Lorsque l'initialisa-
tion est effectuée avec la molécule de méthane, il est intéressant de noter que 1'utilisation
de la contrainte détériore les performances de I’ensemble des exécutions. Lorsque cette
stratégie d’initialisation est appliquée, les optimums locaux obtenus sont donc des mo-
lécules possédant des caractéristiques inconnues dans ChEMBL, et donc a priori peu

réalistes. En Figure 4.9, nous présentons un sous-ensemble des solutions obtenues lors de
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FIGURE 4.9 — Exemples de solutions obtenues par BBOMol avec et sans application de
la contrainte sillwyalks en fonction de la stratégie d’initialisation. Les résultats affichés
correspondent a l'utilisation de la fonction de mérite EI et de la fonction noyau krpr.
Pour chaque expérience, les solutions possédant la valeur de QED la plus élevée parmi 3
exécutions indépendantes sélectionnées aléatoirement sont reportées avec leur score.

ces expériences en fonction de 'initialisation et du filtrage. On y observe effectivement que
dans le cas présent, les solutions possedent des caractéristiques peu réalistes, et en parti-
culier la présence de nombreux cycles imbriqués et de liaisons entre des atomes éloignés.
Lorsque le filtrage de I'espace de recherche selon la contrainte sillywalks est activé, on
remarque comme attendu que ces caractéristiques sont moins présentes et que les valeurs
de QED sont moins élevées. Notons toutefois que les solutions obtenues dans le cadre de
la restriction de l'espace de recherche par la contrainte sillywalks présentent également
des caractéristiques peu réalistes. Il s’agit en particulier de la présence de cycles de taille
relativement grande dépourvus de liaisons doubles et dans lesquels sont imbriqués des
cycles de plus petite taille. Il s’agit de limites de ce type de filtrage que nous avions déja

identifiées en section 2.4 de ce mémoire.

Lorsque l'initialisation du jeu de données est effectuée a partir d'un sous-ensemble
de QM9 ou de ChEMBL, l'effet du filtrage de ’espace de recherche selon la contrainte
sillywalks est moins important. Certaines tendances semblent se dessiner lorsque 1'on
étudie comparativement les données a gauche et a droite des Figures 4.7 et 4.8 et de la

Table 4.4, mais il semble difficile de déterminer a quel point elles sont significatives. Il
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Parameétre Valeur

Jeu de données initial Méthane, QM9, ChEMBL
Fonction de mérite POI, EI id

Fonction noyau krBF

Contrainte sur I'espace de recherche | Aucune

19 0.1, 0.01, 0

TABLE 4.5 — Grille de parametres pour I’étude du parametre d’exploration &.

semblerait que pour 'optimisation basée sur QM9 I'utilisation des filtres pénalise BBOMol
lorsqu’il est associé au noyau kporpropuer par rapport a EvoMol, en particulier au début
de la recherche. Il semblerait pour l'optimisation basée sur ChEMBL que 'application
de la contrainte pénalise plus les exécutions d’EvoMol que celles de BBOMol associé au
noyau krpr. 1l est difficile de conclure sur ces performances relatives, et il faut rappeler
que toutes les exécutions étudiées ici sont tres performantes. On observe en Figure 4.9
qu’avec et sans l'application des contraintes, les solutions ont des valeurs de QED tres
élevées. On observe également que les exécutions profitent des groupes chimiques typiques
de la chimie du médicament présents dans le jeu de données initial (en particulier les
cycles aromatiques, présents dans QM9 comme ChEMBL). L’utilisation de la contrainte
sillywalks permet de conserver ces groupes pertinents pour la maximisation de la QED,

tout en limitant les liaisons rendant les solutions irréalistes.

Effet du parametre d’exploration

Dans les expériences précédentes, nous avons utilisé une valeur fixe du parametre &.
Pour rappel, il s’agit d’un parametre des fonctions de mérite EI et POI dont 'objectif est
de favoriser I’exploration de I’espace de recherche. Nous souhaitons désormais étudier son
influence pour 'optimisation de la QED en fonction de la stratégie d’initialisation du jeu
de données, sur un sous-ensemble des parametres étudiés dans I'expérience précédente. La
Table 4.5 présente la grille de parametres que nous utilisons pour cette nouvelle expérience.
Nous avons précédemment utilisé une valeur par défaut de 0.01 pour &. Pour étudier son
impact, nous choisissons d’étudier les résultats lorsque sa valeur est plus élevée (0.1) et
lorsqu’elle est nulle. Pour limiter la combinatoire des parametres, nous effectuons cette
étude dans le cadre ou la fonction noyau est fixe (krpr) et ou la contrainte sillywalks
n’est pas appliquée sur I'espace de recherche. Nous effectuons a nouveau 1’étude en faisant
varier la stratégie d’initialisation et la fonction de mérite. Tous les autres parametres sont

inchanggés.
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FIGURE 4.10 — Etude du paramétre d’exploration £. Moyenne des meilleurs scores obte-
nus en fonction du nombre d’appels a la fonction objectif, pour différents paramétrages de
BBOMol et pour EvoMol. Chaque graphique correspond a l'utilisation d'un jeu de don-
nées initial différent (respectivement la molécule de méthane, un sous-ensemble de QM9
et un sous-ensemble de ChEMBL). Les parametres EI et POI représentent la fonction
de mérite utilisée et sont différenciés par les types de lignes. Toutes les expériences de
BBOMol utilisent la fonction noyau kgrpr. Les différentes valeurs du parametre d’explora-
tion & sont différenciées par les couleurs des lignes. L’expérience basée sur un algorithme
évolutionnaire uniquement (EvoMol) est représentée par un type de ligne et une couleur
uniques. Les marqueurs sur les axes des ordonnées permettent de visualiser les change-

ments d’échelle.
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Les résultats de cette étude sont présentés graphiquement en Figure 4.10. La premiere
observation que I'on peut faire est que lorsque 'initialisation du jeu de données est effec-
tuée a partir du méthane ou de QM9, le parametre £ semble avoir une influence importante
voire tres importante lorsqu’il est associé a la fonction de mérite POI. Dans ce contexte,
de meilleures solutions sont trouvées plus rapidement lorsque sa valeur augmente, en par-
ticulier avec l'initialisation depuis la molécule de méthane. Ces résultats semblent tres
cohérents car il est attendu que ’exploration de ’espace de recherche favorise I’'obtention
de bonnes solutions lorsque la connaissance sur la fonction objectif est faible.

L’effet de £ sur la fonction de mérite EI semble en revanche nettement moins important,
voire inexistant pour l'initialisation a partir du méthane. Il semble difficile d’expliquer ce
phénomene de facon définitive, mais ’on peut supposer que 'utilisation de la fonction EI
permet en soi de favoriser I’exploration par rapport a POI. Cette hypothese est appuyée
par le fait que pour les résultats au départ du méthane, les courbes représentant 1'utilisa-
tion de EI sont tres proches de la courbe représentant 1'utilisation de POI avec une valeur
de & élevée.

Lorsque l'initialisation est basée sur ChEMBL, l'effet de £ semble faible pour l’en-
semble des parametres. On peut toutefois rappeler que dans ce cas tous les parametres
permettent d’obtenir d’excellentes performances. Bien qu’il soit difficile de conclure sur la
significativité de ce résultat, il semble néanmoins que I'optimisation est favorisée par 1'uti-
lisation d'une valeur faible de &, ce qui revient a ne pas favoriser I'exploration de 1’espace
de recherche par rapport a l'intensification. Ce résultat formerait une tendance cohérente
avec ’observation effectuée lorsque le jeu de données initial est basé sur le méthane, c’est-
a-dire que plus le modele de substitution possede de connaissance sur la fonction objectif,
moins l'exploration de ’espace de recherche est nécessaire, voire plus elle est néfaste. Pour
une étude plus poussée des résultats, il est possible de consulter en Annexe A.3 les valeurs

d’ERT pour ces expériences.

Apport du modele de substitution

Pour terminer cette étude, nous souhaitons déterminer de fagon plus précise l'effet de
la connaissance apprise par le modeéle de substitution sur 'efficacité de la recherche. Le
modele de substitution est en effet la piece centrale de notre méthode d’optimisation, dont
la connaissance permet d’espérer pouvoir effectuer une recherche plus efficace qu'une autre
méthode « naive » n’intégrant pas cette connaissance. Notre approche comprend cepen-

dant d’autres composants (la fonction de mérite, notre algorithme évolutionnaire EvoMol)
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rendant plus difficile de mesurer 'apport produit par le seul modele de substitution. On
pourrait par exemple émettre I’hypothese que les bonnes performances de notre approche
en comparaison a un algorithme évolutionnaire ne seraient pas dues a la connaissance
du modele de substitution, mais a la mécanique induite par les fonctions de mérite qui
integrent une stratégie de modulation entre exploration et intensification de 1'espace de
recherche. Nous proposons d’étudier cet apport en effectuant un nouvel ensemble d’expé-
riences, dans lequel nous privons le modele de substitution de sa capacité a prédire les
valeurs de QED de maniere pertinente. Pour cela, nous choisissons d’utiliser comme des-
cripteur moléculaire un vecteur aléatoire. Ainsi, il n’est pas possible d’associer de facon
pertinente une zone de l'espace de description moléculaire avec un intervalle de valeurs
de QED. Le vecteur est composé de valeurs tirées aléatoirement selon une loi normale

centrée réduite.

Nous effectuons ces expériences avec les trois stratégies d’initialisation du jeu de don-
nées ainsi qu’avec les trois fonctions de mérite. Pour limiter la combinatoire des expé-
riences, nous étudions seulement la fonction noyau krpp, le parametre & est fixé a la
valeur de 0.01 et nous n’appliquons pas la contrainte sillywalks a 1’espace de recherche.
Les autres parametres sont les mémes que pour les expériences précédentes. La dimension

du descripteur est fixée a 2000, comme pour le vecteur de shingles étudié précédemment.

Les résultats de ces nouvelles expériences sont représentés en Figure 4.11, qui reprend
également une partie des résultats présentés plus tot dans ce chapitre. On observe pour
les trois stratégies d’initialisation que les performances sont nettement inférieures, a la
fois aux exécutions comparables de BBOMol, et a la fois a EvoMol. Il s’agit d’un résultat
plutot attendu, mais qui confirme I'importance de la connaissance apportée par le modele
de substitution, sans laquelle notre approche serait moins efficace qu’un algorithme évo-
lutionnaire. EvoMol nécessite un nombre d’appels conséquent a la fonction objectif, mais
garantit a chaque étape que les nouveaux individus sont des améliorants. L’expérience que
nous menons ici correspond plutdt & une exploration aléatoire de 1'espace de recherche. A
chaque étape, des solutions sont obtenues par optimisation stochastique d’un modele qui

ne peut extraire de connaissance des données d’apprentissage.

Nous pouvons également observer que dans ce contexte la fonction de mérite ne semble
pas avoir d’influence, les courbes des exécutions basées sur le descripteur moléculaire
aléatoire étant tres proches. Ce résultat n’est pas surprenant mais est intéressant. Cela
semble confirmer que les expériences que nous menons sont comparables a une exploration

aléatoire de l'espace de recherche. Il est donc tres intéressant d’étudier les valeurs de
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FIGURE 4.11 — Etude de l'influence du modéle de substitution, par ablation de sa capacité
d’apprentissage en utilisant un descripteur moléculaire aléatoire. Moyenne des meilleurs
scores obtenus en fonction du nombre d’appels a la fonction objectif, pour différents para-
métrages de BBOMol et pour EvoMol. Chaque graphique correspond a 1'utilisation d’un
jeu de données initial différent (respectivement la molécule de méthane, un sous-ensemble
de QM9 et un sous-ensemble de ChEMBL). Les parametres EI, POI et id représentent
la fonction de mérite utilisée et sont différenciés par les types de lignes. Toutes les expé-
riences de BBOMol utilisent la fonction noyau krpr. Les parametres shingles et aléatoire
représentent le descripteur moléculaire utilisé et sont différenciés par la couleur des lignes.
L’expérience basée sur un algorithme évolutionnaire uniquement (EvoMol) est représentée

par un type de ligne et une couleur uniques.
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QED obtenues dans ce contexte, puisque cela peut permettre d’obtenir un référentiel plus
« neutre » que les valeurs obtenues a l'aide d’EvoMol, qui correspond a un algorithme
évolutionnaire spécifique.

On observe que pour l'initialisation basée sur la molécule de méthane ou sur QM9,
des valeurs relativement proches de QED sont obtenues en moyenne (entre 0.75 et 0.8),
bien qu’il soit clair que des valeurs plus élevées seraient obtenues en augmentant le bud-
get d’appels a la fonction objectif. De maniere surprenante, I’exécution au départ de la
molécule de méthane est légerement plus efficace. Il semble difficile d’expliquer cette ob-
servation, si ce n’est par la présence de molécules avec de faibles valeurs de QED dans
QM9, et dont le voisinage serait également composé de molécules avec des faibles valeurs
de QED. Lorsque l'initialisation est effectuée a partir de ChEMBL, on observe en revanche
que les performances sont excellentes, méme lorsque le descripteur aléatoire est utilisé. En
moyenne, des solutions possédant des valeurs de QED supérieures a 0.9 sont obtenues en
moins de 500 appels a la fonction objectif. Cela confirme les observations que nous avions
effectuées au préalable, c’est-a-dire que ChEMBL, méme lorsque 1’on retire les molécules
possédant des valeurs de QED élevées, contient des molécules dont le voisinage proche
possede de tres hautes valeurs de QED. Pour une étude plus poussée de ces résultats, il

est possible de consulter en Annexe A.3 les valeurs d’ERT pour ces expériences.

4.4.3 Conclusion : apprentissage et optimisation de la QED

Nous avons mené une étude complete de notre approche d’optimisation boite-noire
basée sur un modele de substitution dans le cadre d’un probleme jouet, a savoir 1'optimi-
sation des valeurs de QED. Nous avons étudié la capacité des modeles de substitution a
prédire les valeurs de QED, puis nous les avons intégrés au sein de notre algorithme pour
étudier ses performances d’optimisation. Le faible cofit de la QED nous a permis d’étudier
un ensemble de parametres de la recherche, qui inclut entre autres la stratégie d’initia-
lisation du jeu de données. Nous avons observé que de fagon générale, notre approche
est plus efficace qu'un algorithme évolutionnaire et qu'une stratégie d’optimisation que
I’on peut considérer comme une stratégie d’exploration aléatoire de I'espace de recherche.
Nous avons mis en évidence 'effet de différents parametres, et nous avons observé que le
parametre le plus déterminant est la stratégie de sélection du jeu de données initial. Plus
la connaissance incluse dans le jeu de données initial est pertinente, meilleurs sont les
résultats. La connaissance extraite de QM9, jeu de données moyennement pertinent pour

I'optimisation de la QED permet d’obtenir de meilleurs résultats que la simple molécule
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de méthane. La connaissance extraite de ChEMBL, jeu de données orienté pour la chimie
pharmaceutique, permet d’obtenir d’excellents résultats d’optimisation. ChEMBL est un
jeu de données tres pertinent pour I'optimisation de la QED. Il est d’ailleurs si pertinent
que nous pouvons discuter de I'intérét d’une approche comme la nétre dans le cas ou un
jeu de données aussi adapté existe. Pour la résolution d’un probleme réel, une approche
métaheuristique telle que notre algorithme EvoMol serait certainement suffisante dans
un cas comparable. Ce probleme jouet nous a toutefois permis d’évaluer notre approche
et d’étudier en détail les effets des différents parametres, sur un probleme suffisamment

réaliste.

4.5 Optimisation d’une propriété électronique

Nous souhaitons désormais évaluer notre approche dans un contexte plus réaliste, ¢’est-
a-dire pour 'optimisation d'une propriété électronique dépendant d’un calcul cotliteux en
DFT. Nous souhaitons mesurer le gain d’efficacité que notre approche peut permettre
d’obtenir en termes d’appels a la fonction objectif par rapport a un algorithme évolu-
tionnaire. Nous souhaitons également vérifier que les cofits supplémentaires induits par
le modele de substitution sont compensés par ce gain, en nombre d’appels a la fonction
objectif mais également en temps de calcul. Le cott de la fonction objectif implique ce-
pendant que nous menerons une étude des parametres moins exhaustive que lorsque nous
avons optimisé les valeurs de QED dans la section précédente.

Comme dans le Chapitre 2, nous choisissons ici de mener une maximisation de I’énergie
HOMO, qui correspond a I’énergie de I’électron de plus haute énergie dans la molécule.
Rappelons que la maximisation de cette énergie ne résout pas un probleme chimique réel
en soi, puisque cela revient a chercher des molécules tres réactives et donc peu stables.
Cependant, I’énergie HOMO est un critére pouvant intervenir dans la formulation de pro-
blemes d’optimisation pour la chimie des matériaux moléculaires organiques. Sa maximi-
sation peut donc étre considérée comme une premiere étape pertinente pour la résolution
de problemes d’optimisation réalistes dans ce domaine de la chimie.

Comme pour I'étude que nous avons menée pour l'optimisation de la QED, nous
étudions dans un premier temps les modeles GPR pour la prédiction de I’énergie HOMO
en dehors d’un contexte d’optimisation. Puis, nous intégrons ces modeles au sein de notre

procédure d’optimisation afin de 1’évaluer dans le cadre de la maximisation de 1’énergie
HOMO.
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Evolution de notre approche Les expériences que nous effectuons pour I'étude de la
maximisation de 1’énergie HOMO sont semblables sur de nombreux points aux expériences
que nous avons effectuées dans la section précédente pour la maximisation des valeurs de
QED. Cependant, elles ont en pratique été effectuées a des périodes différentes de la these.
Les résultats présentés dans la section précédente ont été obtenus plus récemment, apres
que des évolutions dans I'implémentation de notre algorithme et la conception des modeles
de substitution ont eu lieu.

Nous choisissons de présenter dans cette section la version originale des résultats que
nous avons obtenus pour la maximisation de I’énergie HOMO, et cela pour deux raisons.
Premiérement, cela correspond aux résultats que nous avons publiés dans [LEGUY et al.
2021a]. Deuxieémement, cela nous évite de payer a nouveau le coiit de calcul des expériences
que nous présentons ici, qui dépendent d’évaluations DFT cofiteuses. Précisons cependant
que malgré les changements d’implémentation, les résultats que nous présentons sont
toujours reproductibles en sélectionnant les options pertinentes, indiquées de maniere
explicite dans le dossier dédié a la reproduction de ces résultats sur notre dépot GitHub?.
De plus, précisons que si ces changements limitent les comparaisons directes que 1’'on peut
faire entre les expériences d’optimisation de la QED et les expériences d’optimisation de
I’énergie HOMO, ils n’alterent pas les conclusions que I'on peut tirer de I'une ou de 'autre
section.

Dans la suite de ce chapitre, nous précisons de maniere explicite les points de chan-
gement par rapport aux expériences présentées précédemment. En I'absence de précision,

les conditions expérimentales sont identiques.

4.5.1 Apprentissage et évaluation du modele de substitution

Dans cette section, nous étudions nos modeles d’apprentissage pour la prédiction des
valeurs d’énergie HOMO. Nous cherchons en particulier a mesurer les erreurs commises
par le modele ainsi que les temps pour I'apprentissage et la prédiction, en fonction de la

taille du jeu de données d’entrainement.

Jeux de données Nous menons cette étude sur le jeu de données QM9. Ce choix est
motivé par le fait qu’il s’agit d'un jeu de données communément utilisé pour 1’étude
de modeles d’apprentissage artificiel de propriétés électroniques. De plus, QM9 contient

également les valeurs calculées en DFT de I'énergie HOMO (parmi d’autres propriétés)

4. https://github.com/jules-leguy/BBOMol
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FIGURE 4.12 — Distribution des valeurs d’énergie HOMO sur le jeu de données QM9. Les
deux lignes verticales indiquent les valeurs minimales et maximales.

des molécules contenues. Ainsi, il n’est pas nécessaire d’effectuer des calculs en DFT
supplémentaires pour cette étude. Nous utilisons le méme sous-ensemble de QM9 que
pour les expériences précédentes, c¢’est-a-dire le sous-ensemble ne contenant ni radicaux,
ni molécules contenant des atomes chargés. La Figure 4.12 présente la distribution des
valeurs d’énergie HOMO sur le jeu de données QM9, ainsi que les valeurs extrémes. La
distribution semble assez proche d’une distribution gaussienne, avec néanmoins un léger

déséquilibre des valeurs vers la droite. La moyenne calculée est de -6.54 €V.

Descripteur moléculaire et fonction noyau Le coiit de calcul de 1’énergie HOMO
implique que nous devrons limiter les expériences d’optimisation a l’aide de notre ap-
proche dans la section suivante. Nous choisissons d’ores et déja de limiter notre étude a
deux modeles GPR, qui nous serviront comme modeles de substitution par la suite. Un
modele GPR est défini principalement par sa fonction noyau, et la représentation molé-
culaire sur laquelle elle s’applique. Nous concevons deux combinaisons de ces éléments,
formant deux modeles distincts. La premiere combine un noyau krpp avec le descrip-
teur moléculaire MBTR. Ce modele est défini avec des éléments relativement cotliteux car
I'exponentielle intervient dans le calcul du noyau et le descripteur moléculaire dépend

d’une optimisation géométrique en mécanique moléculaire. Nous pouvons supposer que
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I'information géométrique contenue par MBTR peut étre pertinente pour la prédiction de
I’énergie HOMO, tres liée a la géométrie des molécules calculée par 'optimisation DFT.
Le deuxieme combinaison associe un noyau kporpropuer avec le vecteur d’occurrences des
shingles. 1l s’agit d’'un modele que nous avons déja étudié pour 'optimisation de la QED,
et qui est congu ici pour permettre une prédiction plus rapide de I’énergie HOMO, en
comparaison au premier modele.

Nous définissons un paramétrage de MBTR dans 1'objectif que le descripteur ait une
taille comparable au vecteur de shingles, c’est-a-dire proche de 2000. Chaque type d’atome
est représenté par un vecteur de 10 valeurs réelles. Les distances entre chaque couple de
types d’atomes sont représentées par 25 valeurs réelles. Il en est de méme pour les angles
entre chaque triplet de types d’atomes. Cette configuration correspond a une représen-
tation contenant 2300 valeurs réelles. Les distributions gaussiennes intervenant dans le
calcul de MBTR sont définies telles qu’elles ont une variance de 0.1. La géométrie mo-
léculaire nécessaire au calcul de MBTR est calculée par la mécanique moléculaire telle
qu'implémentée par la bibliotheque RDKit [LANDRUM 2010 ; TOSCO et al. 2014].

Nous estimons qu’il faut en moyenne 0.27 secondes pour le calcul du vecteur d’occur-
rences des shingles pour 100 molécules de QM9, contre 8.21 secondes pour le calcul de
MBTR?. Le calcul de MBTR est nettement plus cofiteux. Il faut cependant mettre cette
valeur en perspective par rapport au cotit de calcul de la DFT nécessaire a I'obtention
de I'énergie HOMO. Pour des molécules de QM9, nous estimons en effet que ce cofit est
de l'ordre de la centaine de secondes pour une seule molécule (voir la section 1.1 de ce

mémoire).

Gestion du bruit et normalisation Contrairement aux modeles que nous avons dé-
finis pour la prédiction des valeurs de QED, nous n’intégrons pas de fonction kwre
estimant dynamiquement la variance du bruit gaussien des données d’apprentissage au
sein de la fonction noyau. Nous utilisons a la place une estimation fixe de la variance du
bruit 02, insérée dans la diagonale du terme K (X, X) (voir la section 1.2 de ce mémoire).
Nous menons dans la suite de cette section une étude pour déterminer une valeur appro-
priée de ce parametre. Une autre différence avec les expériences précédemment effectuées
est que nous n’appliquons pas de normalisation des valeurs cibles en entrée du modele.

Les modeles GPR prédisent donc les valeurs d’énergie HOMO sur leur étendue de valeurs

5. Pour produire cette estimation, nous mesurons le temps de calcul du descripteur pour 50 000
molécules tirées aléatoirement de QM9.
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MAE inter-modeéles

N 2

Modele Tn Moyenne Ecart-type
GPR kgrpr, MBTR 0.001 5.41 0.51
GPR kporpropucr, shingles ' 0.24 0.01
GPR kgrpr, MBTR 0.01 0.29 0.01
GPR kporpropucr, shingles ' 0.23 0.00
GPR kgrpr, MBTR 0.1 0.27 0.00
GPR Ekporpropucr, shingles ) 0.23 0.00
GPR kgrpr, MBTR 1 0.44 0.00
GPR kporpropucr, shingles 0.27 0.03
SchNet [SCHUTT et al. 2018] - 0.04 -

TABLE 4.6 — Moyenne et écart-type des valeurs de MAE mesurées sur les différents plis
en fonction du modele et de la valeur du parametre o2 pour la prédiction des valeurs
d’énergic HOMO en V. La valeur de o2 sélectionnée suite a cette expérience est indiquée
en gras (02 = 0.1). L’erreur moyenne du modele SchNet est également reportée.

réelle.

Etude des performances de prédiction

Nous définissons plusieurs expériences pour évaluer nos modeles GPR dans le cadre de
la prédiction de I’énergie HOMO. Dans un premier temps, nous souhaitons déterminer une
valeur appropriée du parameétre de bruit o2, tout en obtenant une estimation précise des
erreurs commises par nos modeles. Nous concevons pour cela ’expérience suivante. Nous
extrayons aléatoirement et sans remise 100 plis contenant chacun 1000 molécules de QM9.
Pour chacun des deux couples (fonction noyau, descripteur moléculaire) et pour plusieurs
valeurs possibles de o2, nous effectuons une validation croisée en utilisant itérativement
chaque pli en tant que jeu de données d’entrainement. Chaque modele est évalué sur
'ensemble des plis qui n’ont pas servi & son entrainement. Les valeurs de o2 étudiées
sont {1, 0.1, 0.01, 0.001}. Comme pour 'expérience précédemment effectuée pour I’étude
de la prédiction des valeurs de QED, cela nous permet d’étudier les modeles lorsque les
jeux de données d’entrainement contiennent 1000 molécules. Cela correspond a 1’ordre
de grandeur de la taille des jeux d’entrainement du modele de substitution que nous
utiliserons au sein de notre approche d’optimisation. Les valeurs d’énergie HOMO étant
de l'ordre de grandeur de l'unité en électronvolts (voir la Figure 4.12), il est raisonnable
d’attendre que 'ordre de grandeur de la variance du bruit des données soit dans la plage

de valeurs que nous avons choisie.
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Pour chaque modele et pour chaque valeur de o2, nous reportons en Table 4.6 la
moyenne et 'écart type de la MAE des modeles entrainés sur les différents plis. Sauf
exception, les erreurs moyennes sont proches et sont assez faibles (de I'ordre de grandeur
du dixiéme d’unité) en comparaison aux valeurs d’énergic HOMO observées dans le jeu
de données. Sauf exception, nous observons également que les modeles sont tres stables,
Iécart-type de la MAE étant généralement dans l'ordre de grandeur du centiéme ou
inférieur. Nous observons que les erreurs moyennes les plus faibles sont obtenues lorsque la
variance du bruit est estimée a une valeur de 0.1 eV. Nous choisissons donc de sélectionner
cette valeur du parametre, que nous utiliserons dans les expériences suivantes au sein
de cette section. En revanche, nous remarquons qu’une mauvaise estimation du bruit
(02 = 0.001) peut mener & des erreurs trés grandes et a un modele nettement moins
stable. Il s’agit donc d’un parameétre de grande importance. Finalement, on observe que
le modele basé sur le noyau kporpropucr €t le vecteur d’occurrences de shingles produit
systématiquement des erreurs plus faibles que le modele basé sur la fonction noyau krpp

et MBTR, en plus de dépendre de composants moins cotiteux.

Nous reportons également dans la Table 4.6 ’erreur moyenne absolue obtenue sur le
jeu de données QM9 par un modele d’apprentissage profond de référence de I'état de
l'art, SchNet [SCHUTT et al. 2018]. Précisons que nous n’effectuons pas de comparaison
avec les modeles GPR de I'état de I'art, car ces derniers n’ont a notre connaissance pas
été évalués pour la prédiction de I'énergie HOMO [BARTOK et al. 2017 ; DERINGER et
al. 2021]. L’erreur produite par SchNet est tres faible, inférieure d’un ordre de grandeur
a nos modeles. Cela montre une grande marge de progression potentielle pour nos mo-
deles. Cette différence doit cependant étre nuancée pour plusieurs raisons. Premierement,
SchNet a été entrainé par validation croisée sur la totalité de QM9, sur un jeu de données
d’entrainement contenant 110 000 molécules, contre seulement 1000 molécules pour nos
modeles. Il peut s’agir d’'une premiere explication de la différence observée, mais nous
devons également rappeler que nos modeles GPR ne pourraient pas étre entrainés raison-
nablement sur un jeu de données de cette taille. Deuxiemement, il faut rappeler que les
valeurs d’énergie HOMO calculées ici par la DFT sont elles-mémes des approximations
théoriques des valeurs réelles qui peuvent étre mesurées expérimentalement. Des travaux
en chimie théorique ont montré que 'estimation par la DFT des valeurs d’énergie HOMO
produit elle-méme une erreur moyenne de 0.37 €V par rapport a des valeurs réelles [ZHANG
et MUSGRAVE 2007]. Il semble pertinent de mettre les résultats en perspective avec cette

valeur, car la signification d’une erreur de 'ordre du centieme d’électronvolt n’est pas
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FIGURE 4.13 — Distribution des erreurs en ¢V du modele (02 = 0.1) entrainé sur le

premier pli pour la prédiction des valeurs d’énergie HOMO en fonction du jeu de données
et de la fonction noyau.

évidente a saisir du point de vue de la propriété chimique estimée. En réalité, nous pré-
disons les valeurs d’un estimateur de cette propriété, pouvant lui-méme étre biaisé. Nous
pouvons nous demander si ’apprentissage de cet estimateur avec une grande précision
ne revient pas a apprendre une partie de ses éventuels biais. Finalement, il faut rappeler
que notre objectif est de concevoir un modele qui permettra de guider la recherche de
solutions prometteuses. Ainsi, on ne cherche pas nécessairement a définir le modele pro-
duisant les erreurs les plus faibles, mais plus généralement un modele capable de prédire
les valeurs de fonction objectif « suffisamment bien » pour proposer des candidats perti-
nents. Rappelons également que les modeles GPR permettent également une estimation
de I'incertitude, qui est exploitée par notre approche d’optimisation pour une exploration

plus pertinente de 1’espace de recherche.

Pour la valeur de paramétre o2 que nous avons sélectionnée (0.1), nous savons que
Ierreur des modeles varie tres peu en fonction des données d’entrainement. Nous souhai-
tons maintenant étudier les erreurs commises par un modele sur son jeu de test. Nous
représentons ainsi en Figure 4.13 la distribution des erreurs du modele entrainé sur le

premier pli et testé sur I’ensemble des autres plis. Nous observons que la distribution est
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Erreur intra-modele (eV)

Fonction noyau | Moyenne Ecart-type

krBr 0.01 0.37
0.01 0.30

kDOTPRODUCT

TABLE 4.7 — Moyenne et écart-type en eV des erreurs enregistrées pour le modeéle entrainé
sur le premier pli pour la prédiction des valeurs de HOMO (parametre o2 = 0.1).

légerement plus resserrée en son centre pour le modele basé sur le noyau kporpropucr,
ce qui est cohérent avec les valeurs de MAE observées précédemment. Comme pour les
résultats observés pour la prédiction des valeurs de QED, ces deux distributions semblent
approximativement gaussiennes et semblent centrées sur la valeur 0. La Table 4.7 présente
la moyenne et 1’écart-type de ces distributions. En supposant qu’elles sont effectivement
gaussiennes, elles sont paramétrées par une moyenne de 0.01 et un écart-type de 0.37 pour
le modele basé sur le noyau krpr et de 0.30 pour le modele basé sur le noyau kporpropucr-

Nous souhaitons désormais étudier I’évolution des erreurs et des temps d’entrainement
et de prédiction de nos modeles, en fonction de la taille du jeu de données. Nous concevons
pour cela une nouvelle expérience, trés similaire a celle que nous avons effectuée pour la
prédiction des valeurs de QED dans la section précédente. Nous séparons le jeu de données
QM9 de fagon aléatoire de sorte a obtenir un jeu de test de 50 000 molécules. Nous
entrainons nos deux modeles GPR pour la prédiction de I'énergie HOMO sur des sous-
ensembles de différentes tailles des données d’entrainement restantes. Les tailles varient
parmi {10, 100, 1000, 10000}. Tous les modeles sont évalués sur le jeu de test.

La Figure 4.14 représente ’erreur moyenne absolue observée pour la prédiction de
I’énergie HOMO en fonction de la taille du jeu de données d’entrainement. A nouveau,
on constate que le modele basé sur la fonction noyau kporpropuer €t le vecteur de shingles
produit des erreurs plus faibles pour toutes les tailles de jeu de données d’entrainement.
On constate que l'erreur moyenne absolue diminue efficacement lorsque la taille du jeu de
données d’entrainement augmente, jusqu’a atteindre entre 0.25 et 0.30 eV environ, ce qui
est cohérent avec les résultats obtenus précédemment.

Nous étudions ensuite ’évolution des temps d’exécution en fonction de la taille des
jeux d’entrainement, dont les résultats sont représentés en Figure 4.15. Nous observons
d’abord que les temps pour ’entrainement du modele et la prédiction de 1000 molécules
sont similaires aux temps observés pour les modeles de prédiction des valeurs de QED
(voir la Figure 4.4). Cette observation est valable pour chacune des deux fonctions noyau,

et s’explique par le fait que ces calculs sont indépendants du type de descripteur pour
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FIGURE 4.14 — Erreur moyenne absolue pour la prédiction de la valeur d’énergie HOMO
en eV en fonction du modele et de la taille du jeu de données d’entrainement, sur le jeu de
données QM9. « RBF, MBTR » correspond a ’association de la fonction noyau kgrpr avec
le descripteur MBTR. « DotProduct, shingles » correspond a l’association de la fonction
noyau kporpropucr avec le vecteur d’occurrences de shingles.
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Entrainement Prédiction (1000 mol.) Descripteurs + prédiction (1000 mol.)
10% g 10% g 104 5
103 3 103 3 103 E
10? 3 10? 3 102 E
v 10t 3 10t 3 10t E
0 3 3 =
Q
g 4 4 B
= 10° 3 10° 3 100 E
1071 4 1071 4 1071 4
1024 7 10724 1072 Modéle GPR
] E E —— RBF, MBTR
] E DotProduct, shingles
1073 Yt 1073 tr—— T 1073 ‘—— T
10t 102 103 104 10t 102 103 104 10t 102 10° 104
Taille des données d'entrainement Taille des données d'entrainement Taille des données d'entrainement

FIGURE 4.15 — A gauche : temps pour I'entrainement des modéles GPR de prédiction de
I’énergie HOMO en fonction de la taille du jeu de données d’entrainement. Au centre :
temps pour la prédiction de la valeur d’énergie HOMO de 1000 molécules en fonction de la
taille du jeu de données d’entrainement & 1’aide des modéles GPR. A droite : temps pour le
calcul des descripteurs et la prédiction de la valeur d’énergie HOMO pour 1000 molécules
en fonction de la taille du jeu de données d’entrainement a ’aide des modeles GPR. « RBF,
MBTR » correspond a 'association de la fonction noyau krgr avec le descripteur MBTR.
« DotProduct, shingles » correspond a 'association de la fonction noyau kporpropuver avec
le vecteur d’occurrences de shingles.

des descripteurs de tailles comparables. Nous observons toutefois que ’entrainement des
modeles pour la prédiction de I'énergie HOMO est légerement moins cotiteux. Ce gain
de temps s’explique par le fait que l'estimation du bruit des données d’apprentissage
est effectuée dans le cas présent par un parametre fixe, tandis qu’elle est effectuée de
maniere dynamique par la résolution d’'un probléeme d’optimisation continue durant la
phase d’apprentissage pour les modeles de prédiction des valeurs de QED.

Pour finir, nous étudions le temps pour 'estimation des valeurs d’énergie HOMO pour
1000 molécules, c’est-a-dire en considérant le calcul des descripteurs et la prédiction des
valeurs (voir la partie droite de la Figure 4.15). On observe que le calcul est largement
dominé par le temps de calcul des descripteurs, et que 'estimation des valeurs d’énergie
HOMO de points de I'espace de recherche est donc quasiment indépendante de la taille

des donnés d’entralnement.
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4.5.2 Evaluation de notre méthode d’optimisation

Pour conclure cette série d’expériences, nous souhaitons maintenant étudier les per-
formances de notre approche d’optimisation boite-noire pour la maximisation de 1’énergie
HOMO. Nous souhaitons ainsi évaluer notre approche dans le cadre d’un probléme d’opti-
misation plus réaliste que les expériences menées préalablement, dépendant d’une fonction
d’évaluation réellement cotliteuse. Nous cherchons a mesurer 'efficacité de notre méthode
en termes de nombre d’appels a la fonction d’évaluation, ainsi qu’en termes de temps de
calcul. Nous intégrons donc les deux modeles GPR étudiés précédemment en tant que

modeles de substitution au sein de notre approche.

Parametres En raison du coit de calcul de la propriété optimisée, nous limitons le
nombre d’expériences différentes aux deux modeles GPR. Les autres parametres ne varient
pas. Nous choisissons ainsi de limiter cette étude a la fonction de mérite EI, qui est utilisée
avec le parametre d’exploration £ fixé a 0.01. Les expériences sont effectuées dans 'espace
de recherche correspondant a celui de QM9, c’est-a-dire 1'espace des molécules contenant
jusqu’a 9 atomes lourds parmi {C, N, O, F}. La géométrie initiale des optimisations DFT
est obtenue par optimisation en mécanique moléculaire selon I'implémentation du champ
de force MMFF94 du programme RDKit [T0sCO et al. 2014].

Sélection du jeu de données initial Nous effectuons les expériences d’optimisation
de I’énergie HOMO avec la stratégie qui consiste a utiliser comme jeu de données initial la
seule molécule de méthane. La stratégie de sélection d’'un sous-ensemble de ChEMBL ne
serait pas adaptable directement pour ce probleme, d’une part car la plupart des molécules
de ChEMBL ne correspondent pas a ’espace de recherche que I’on consideére ici, et d’autre
part car cela nécessiterait le calcul en DFT de ces molécules. Il serait plus facilement
envisageable d’utiliser un sous-ensemble de QM9, dont les molécules sont associées a leur
calcul en DFT. Cependant, nous serions confrontés au méme probleme que pour 1’étude
menée précédemment pour 'optimisation des valeurs de QED a partir des données issues
de ChEMBL, c’est-a-dire que le jeu de données contiendrait déja des valeurs tres hautes de
la propriété cible. En effet, QM9 contient des molécules possédant des valeurs relativement
élevées d’énergie HOMO (jusqu’a -3.61 eV, voir la distribution en Figure 4.12). 1l serait
envisageable d’utiliser comme nous 'avons fait pour la QED une stratégie de filtrage des
solutions possédant des valeurs élevées de propriété cible, mais nous choisissons de limiter

les expériences a la stratégie basée sur la molécule de méthane. Une premiere raison est
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que nous cherchons a limiter les expériences effectuées pour limiter les cofits. Une seconde
raison est que cette stratégie est néanmoins intéressante. La molécule de méthane possede
en effet une énergie HOMO tres faible de -10.6 eV. 1l s’agit donc d'un point de départ tres
¢loigné des valeurs que 'on souhaite atteindre, qui est susceptible de rendre le probleme

d’optimisation plus difficile et intéressant.

Spécificité d’implémentation Il existe une légere différence d’implémentation entre
I’algorithme d’optimisation a I’aide d’un modele de substitution utilisé pour I'optimisation
des valeurs de QED dans la section précédente, et I’algorithme que nous utilisons ici
pour l'optimisation de 1’énergie HOMO. Dans le cas présent, les valeurs de fonction de
mérite des individus de la population initiale lors des optimisations évolutionnaires de
la fonction de mérite sont calculées comme nulles. Ainsi, tous les individus sélectionnés
pour faire partie de la population initiale de I’algorithme évolutionnaire (voir la Figure 4.1)
sont évalués comme ayant une valeur d’EI nulle. La différence pratique (mineure) que cela
implique est que I’algorithme évolutionnaire ne favorisera pas pour produire des candidats
les solutions connues possédant les valeurs d’El les plus élevées au début de la procédure

d’optimisation de la fonction de mérite.

Comparaison a un algorithme évolutionnaire Comme lors de I’évaluation de notre
méthode pour 'optimisation des valeurs de QED, nous utilisons une optimisation évolu-
tionnaire de 1'énergie HOMO a 'aide d’EvoMol en tant qu’expérience de référence. Les
mémes parametres sont utilisés, a 1’exception de I’espace de recherche qui est limité aux

solutions contenant jusqu’a 9 atomes lourds pour que les résultats soient comparables.

Conditions expérimentales Les trois expériences sont effectuées 10 fois chacune afin
de pouvoir tirer des résultats moyens. Chaque exécution est limitée a un budget de 1000
appels a la fonction objectif. Toutes les exécutions sont effectuées sur des noeuds de calcul

homogenes afin de permettre la comparaison des temps de calcul.

Résultats La Figure 4.16 représente graphiquement les résultats de nos expériences. La
premiere observation que 'on peut faire est que les exécutions de notre algorithme sont
effectivement plus efficaces que 'optimisation purement évolutionnaire. Elles semblent
avoir convergé vers des valeurs supérieures a -3.0 eV, tandis que l'exécution d’EvoMol
continue de progresser lorsque le budget d’appels est atteint. On peut également observer

que I'exécution basée sur la fonction noyau kporpropuer Semble plus efficace au début de
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FIGURE 4.16 — Moyenne des valeurs d’énergie HOMO maximales obtenues parmi 10
exécutions en fonction du nombre d’appels a la fonction objectif. Les zones surlignées
correspondent a I’étendue des valeurs maximales d’énergie HOMO. EI représente la fonc-
tion de mérite. RBF et DotProduct représentent la fonction noyau (krpr et kporpropucr
respectivement). Shingles et MBTR représentent le descripteur moléculaire.
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, ERT (cible -3.0 eV .
Méthode Appels a f (Temps de ca%cul (h) Succes
EI, kppr, MBTR 177 11.3 10
El, kporprobucr, shingles 377 27.9 9
EvoMol 1186 74.2 6

TABLE 4.8 — Mesure d’espérance du coiit de I'exécution (ERT) pour 'obtention d’une
solution possédant une énergie HOMO supérieure a -3.0 eV en nombre d’appels a la
fonction objectif f ou en temps de calcul pour deux paramétrages de BBOMol et pour
EvoMol. La colonne succes représente le nombre de fois que la cible a été atteinte parmi
10 exécutions. EI représente la fonction de mérite. RBF et DotProduct représentent la
fonction noyau (krpr €t kporpropucr respectivement). Shingles et MBTR représentent le
descripteur moléculaire.

la recherche, tandis que I'exécution basée sur la fonction krgp semble plus efficace a la
fin de la recherche. Dans I'ensemble, ces deux exécutions obtiennent tout de méme des
performances tres proches.

Nous étudions maintenant les résultats numériques présentés en Table 4.8. Cette der-
niere présente les valeurs d’ERT en nombre d’appels a la fonction objectif et en temps
d’exécution pour obtenir une valeur cible élevée de -3.0 eV. On peut y observer que le
gain de notre approche par rapport a EvoMol est d'un ordre de grandeur en termes de
nombre d’appels selon cette métrique, ce qui nous semble étre un résultat satisfaisant.
Nous pouvons observer que ce résultat est en partie lié au fait que la cible n’est pas at-
teinte pour I'ensemble des exécutions, et qu’elle n’est en particulier atteinte que dans 6
des 10 exécutions d’EvoMol. En contradiction avec la lecture graphique que 'on aurait
pu effectuer sur la Figure 4.16, le modele basé sur le noyau krpr est le plus efficace selon
cette métrique pour obtenir une solution possédant une valeur d’énergie HOMO au moins
égale a -3.0 eV. Cela peut s’expliquer par le fait que I'obtention d’une cible correspond a
un objectif binaire tandis que la moyenne représentée dans la Figure 4.16 prend en compte
des valeurs proches mais inférieures a -3.0 €V dans le calcul de la moyenne affichée. Cela
signifie de fagon pratique qu’au moins une exécution du modele basé sur kporpropuer &
tardé a atteindre la cible, tout en ayant proposé des solutions proches de la cible. Cela
peut s’observer graphiquement dans les étendues de valeurs surlignées.

L’étude de 1'efficacité en temps de calcul (Table 4.8) montre que notre approche peut
obtenir selon cette métrique la valeur cible de -3.0 €V en environ un jour ou moins, tandis
qu’il faut plus de trois jours pour l'optimisation évolutionnaire. Selon cette métrique

également, le modele basé sur le noyau krpr est le plus efficace. Il semble donc finalement
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que le cotit supplémentaire induit par le calcul du descripteur MBTR et de la fonction
noyau krpr soit rentable en termes d’efficacité de la recherche. De maniere plus générale,
cela permet de vérifier que le cotit induit par ’entrainement et 1'utilisation d’'un modele de
substitution dans notre approche d’optimisation est bien compensé par le gain d’efficacité

qu’il permet.

4.5.3 Conclusion : apprentissage et optimisation de I’énergie

HOMO

Dans cette section, nous avons proposé une étude de notre approche pour I'appren-
tissage et 'optimisation de I'énergie HOMO, une propriété électronique cotiteuse. Cette
étude peut étre considérée comme une preuve de concept de notre approche pour I'op-
timisation efficace de propriétés moléculaires cofiteuses en chimie des matériaux molé-
culaires organiques. Nous montrons que nos modeles d’apprentissage permettent d’avoir
une estimation raisonnable des valeurs d’énergie HOMO, avec relativement peu de don-
nées d’entrainement. Nous intégrons ces modeles en tant que modeles de substitution au
sein de notre approche d’optimisation, et montrons que cette derniere permet en effet
une optimisation efficace de cette propriété moléculaire. Par rapport a une optimisation
purement évolutionnaire, nous observons un gain d’un ordre de grandeur en appels a la
fonction objectif pour obtenir une solution possédant une valeur d’énergie HOMO élevée
selon la mesure ERT. En termes de temps de calcul, nous mesurons ce gain a plus de 48h,

pour obtenir une solution possédant une valeur cible élevée en seulement 12h.

4.6 Conclusion et perspectives

Dans ce chapitre, nous proposons une méthode d’optimisation boite-noire basée sur
un modele de substitution, dans 'objectif d’optimiser des propriétés moléculaires coi-
teuses de maniere plus efficace que des approches d’optimisation traditionnelles. Notre
approche est basée sur un modele d’apprentissage artificiel, entrainé a prédire les valeurs
de la fonction objectif coliteuse. Ce modele est utilisé pour sélectionner des solutions
candidates prometteuses, en substitution de la fonction objectif. Régulierement, les can-
didats sélectionnés sont évalués par la fonction objectif, et insérés dans le jeu de données
d’apprentissage du modele de substitution. Ainsi, les procédures d’apprentissage et d’op-

timisation de la fonction objectif sont effectuées conjointement. Nous choisissons d’utiliser
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un modele GPR en tant que modele de substitution, dont la prédiction probabiliste est

mise a profit pour guider la recherche selon l'incertitude du modele.

Nous montrons 'efficacité de notre approche par rapport a un algorithme évolution-
naire pour l'optimisation d’une propriété peu cotiteuse issue de la chimie pharmaceutique,
ainsi que pour 'optimisation d’une propriété dépendant de calculs coliteux en chimie
quantique. Nous profitons du faible cotit d’évaluation des valeurs de QED pour étudier de
facon rigoureuse 'effet de différents parametres de notre approche. Nous pouvons envisa-
ger plusieurs facons d’approfondir notre étude. Tout d’abord, nous avons utilisé comme
méthode de référence I'algorithme évolutionnaire que nous avons proposé au Chapitre 2.
Cela permet de comparer notre approche a une optimisation métaheuristique en termes
d’efficacité de la recherche. Cependant, notre algorithme évolutionnaire n’est pas « uni-
versel ». Il integre en effet des mécanismes qui lui sont propres, comme les stratégies de
sélection des solutions mutées et remplacées. De plus, il est également utilisé au sein de
I’approche que nous avons présentée dans ce chapitre pour permettre 'optimisation de la
fonction de mérite dans I’espace moléculaire. Il pourrait étre intéressant de chercher a dé-
coupler ces deux algorithmes, afin d’évaluer au mieux leurs performances respectives. Nous
pourrions utiliser comme méthode de référence ou comme algorithme d’optimisation in-
terne une métaheuristique plus simple, comme une recherche locale par hill-climber. Nous
avons d’ailleurs montré au Chapitre 2 qu’il est possible de configurer notre algorithme
évolutionnaire pour qu’il se comporte comme un hill-climber. Une stratégie d’exploration
aléatoire de l’espace de recherche pourrait également étre pertinente. Il est relativement
difficile de définir ce genre de stratégie dans ’espace des graphes moléculaires car il est
difficile de générer des graphes moléculaires valides de fagon aléatoire. Nous pourrions
cependant utiliser une heuristique simple qui s’y rapporterait comme le tirage aléatoire
au sein d'un jeu de données moléculaires. Nous avons par ailleurs étudié les performances
d’une stratégie qui se rapporte a la recherche aléatoire de solutions, lorsque le modele de
substitution est privé de sa capacité a prédire les valeurs de la propriété cible de fagon

pertinente.

Nous avons observé que la sélection du jeu de données initial est un facteur déterminant
pour l'efficacité de la recherche. Dans les expériences que nous avons effectuées, cette
connaissance n’a pas été un facteur limitant puisque de bonnes solutions aux problémes
d’optimisation ont pu étre obtenues en temps raisonnable. Cependant, nous avons étudié
I'optimisation de ’énergie HOMO, dépendant de calculs cotiteux en DFT, dans le cadre

d’un espace de recherche restreint & 9 atomes lourds parmi {C, N, O, F}. Or, nous savons
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(voir la section 1.1 de ce mémoire) que le colit augmenterait drastiquement sans cette
restriction. La taille de ’espace de recherche augmenterait également de fait. Il est donc
probable qu'une stratégie efficace pour la sélection du jeu de données initial puisse étre
déterminante pour I'optimisation de propriétés électroniques dans un espace de recherche

étendu.

Nous pouvons imaginer plusieurs stratégies pour la sélection pertinente d'un jeu de
données initial. Les stratégies basées sur une mesure de distance pourraient étre adaptées
relativement facilement a ’espace moléculaire, puisqu’il est possible de définir une me-
sure de distance entre deux molécules. Il resterait alors a définir une fagon de résoudre le
probleme d’optimisation minimax ou maximin, a I’aide d’une méthode d’optimisation mo-
léculaire. Une difficulté est que dans ce cas la fonction objectif évalue I’ensemble du jeu de
données et non des solutions individuellement. Une fagon de résoudre ce probleme pour-
rait étre de définir une fonction objectif au niveau des solutions évaluant la contribution
au score du jeu de données complet, de facon semblable a la mesure de contribution a la
diversité que nous avons définie au Chapitre 3. Il serait également envisageable d’employer
directement notre approche de maximisation de la diversité des descripteurs moléculaires
en tant que stratégie d’initialisation du jeu de données. La diversité du jeu de données
produit permettrait en effet d’obtenir la connaissance initiale de la fonction objectif sur
des zones tres variées de 'espace de recherche. Finalement, une sélection statistique peut
également étre envisagée, par maximisation de la mesure de D-optimality sur la matrice
de covariance des modeles GPR que nous avons étudiés, par exemple. Dans ce cas éga-
lement, 1'objectif évalue ’ensemble du jeu de données, et il serait donc nécessaire de
transformer le probleme pour qu'une méthode d’optimisation dans 1’espace moléculaire

puisse le résoudre.

Une limitation potentielle de I'approche que nous avons développée provient du cotit
de calcul des modeles GPR. Ces derniers nécessitent en effet des calculs de complexité
O(n?®) avec n la taille du jeu de données d’entrainement. Ce coiit limite I'utilisation de
notre approche avec des jeux de données possédant une taille dans ’ordre de grandeur du
millier. Pour traiter un éventuel probleme nécessitant une quantité de données supérieure
a l'aide de notre approche, il est envisageable d’utiliser une méthode d’approximation
d’un modele GPR permettant de limiter le cotit de calcul total. Différentes approxima-
tions ont été définies dans la littérature [CANDELA et RASMUSSEN 2005], comme par
exemple la méthode nommeée « projected process » qui consiste a baser les calculs sur un

sous-ensemble représentatif du jeu de données. Cette derniere a par ailleurs été utilisée par
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[MUSIL et al. 2019] pour la prédiction de propriétés électroniques sur des sous-ensembles
de QM9 de plus grandes tailles qu’au sein de nos travaux (20 000). Des travaux ont montré
que des réseaux de neurones peuvent également étre considérés comme une approximation
d’'un GPR [GAL et GHAHRAMANI 2016]. Cette technique a par ailleurs été utilisée par
[SHAPEEV et al. 2020] pour obtenir une mesure d’incertitude pour la prédiction d'une
propriété électronique sur QM9 a I'aide du modele d’apprentissage profond SchNet. L uti-
lisation d'un tel modele permettrait d’appliquer notre approche sur des jeux de données
de grandes tailles. Cependant, cela pose la question du cotit d’apprentissage du modele
initial, et nécessiterait que le modele soit appris en ligne pour intégrer la connaissance
obtenue au cours de la procédure d’optimisation. Ainsi, cela introduirait des problémes
supplémentaires qu’il ne semble pas trivial de résoudre actuellement.

Lors de notre étude, nous avons observé que notre approche est tres efficace pour ob-
tenir en peu d’appels a la fonction objectif des solutions possédant des valeurs de fonction
objectif élevées. Nous avons également observé que notre algorithme évolutionnaire est
plus efficace lorsque le jeu de données contient déja des solutions tres prometteuses. Nous
pensons qu’il serait envisageable de combiner les deux approches pour maximiser 'effica-
cité tout au long de la recherche. Notre procédure d’optimisation basée sur le modele de
substitution pourrait en effet étre utilisée en début de recherche pour mettre en évidence
des candidats prometteurs, tant qu’elle permet des améliorations conséquentes. Au fil de
la recherche, il est attendu que 'amplitude numérique de 'amélioration potentielle dimi-
nue par rapport a 'erreur du modele. Lorsqu’elle devient plus faible, cela peut remettre en
question la pertinence de 'utilisation d’un modele de substitution. En fin de recherche, le
passage a une méthode d’optimisation stochastique comme un algorithme évolutionnaire

pourrait donc potentiellement améliorer 'efficacité globale de la recherche.
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CONCLUSION GENERALE ET
PERSPECTIVES

Dans le cadre cette theése, nous nous intéressons a la génération de molécules satisfai-
sant des propriétés moléculaires a 'aide de méthodes issues du domaine de I'intelligence
artificielle. En particulier, nous cherchons a appliquer ces méthodes au domaine de la chi-
mie des matériaux moléculaires organiques, qui correspond a la spécialité du laboratoire
MOLTECH-Anjou avec lequel nous collaborons. Au sein de ce mémoire, nous proposons
les contributions suivantes. Dans le Chapitre 2, nous proposons un algorithme évolution-
naire pour l'optimisation de propriétés moléculaires. Notre algorithme est congu pour étre
générique, c’est-a-dire pour permettre 'optimisation de propriétés issues de différents do-
maines de la chimie. Pour cela, nous limitons au maximum les hypotheses sur 'espace
de recherche intégrées dans la version de base de notre approche. Il est également conc¢u
pour que ses résultats soient interprétables par des utilisateurs du domaine d’application.
Nous proposons notamment une représentation sous forme d’un arbre d’exploration per-
mettant a des spécialistes de la chimie d’étudier les liens entre structures et propriétés
moléculaires lors de la recherche. Par sa conception, notre algorithme manifeste une pré-
disposition a l'intensification de ’espace de recherche par rapport a ’exploration. Il s’agit
d’un comportement qui est avantageux dans de nombreux cas, car en chimie des molécules
similaires ont souvent des propriétés similaires. L’intensification permet de déterminer la
meilleure solution d’une zone de l'espace de recherche. Cependant, un compromis rai-
sonnable entre intensification et exploration de l'espace de recherche doit étre trouvé,
au risque de pénaliser 'efficacité de la recherche. Dans nos expériences, nous observons
également une tendance a la génération de molécules peu réalistes, ce qui est une caracté-
ristique connue des algorithmes évolutionnaires. Nous étudions différentes approches pour
améliorer le réalisme des molécules générées, notamment sous la forme d’une contrainte
définie comme une liste blanche de caractéristiques locales qui permet de restreindre 1’es-
pace de recherche accessible. Nous observons empiriquement que cette contrainte permet
d’améliorer sensiblement le réalisme des solutions. Toutefois, la localité du descripteur

moléculaire considéré ne permet pas de prendre en compte certaines caractéristiques non
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réalistes exprimées a 1’échelle des cycles. Nous évoquons a la fin de cette conclusion des
travaux menés tres récemment au sein de notre équipe de recherche dans le but de prendre

en compte ces caractéristiques.

Dans le Chapitre 3, nous proposons de générer un jeu de données moléculaires avec une
forte diversité. Notre objectif initial est de produire un jeu de données qui pourra étre uti-
lisé en tant que jeu de données d’entrainement d’un modele d’apprentissage de propriétés
moléculaires. Pour cela, nous adaptons notre algorithme évolutionnaire a I'optimisation
d’une mesure de la diversité moléculaire basée sur 'entropie de Shannon. Cette mesure
étant définie a partir de ’ensemble des individus de la population, nous définissons un
objectif de contribution a la diversité totale de la population qui permet d’évaluer ’apport
des individus a l'objectif de diversité. Ce calcul est tres coliteux. Nous en proposons un
ensemble d’approximations qui rendent possible 'optimisation de ’objectif de diversité au
sein d’une population de grande taille. Nous étudions également 'optimisation conjointe
d’une propriété moléculaire cible et de I'objectif de contribution a la diversité moléculaire,
dont le poids est pondéré par un parametre. Nous montrons que cela peut permettre une
optimisation plus efficace de la propriété cible en nombre d’appels a la fonction objectif.
Cela est expliqué par le fait que 'objectif de diversité favorise 1’exploration de I'espace
de recherche. Le compromis entre intensification et exploration peut étre réglé par le

parametre de pondération de 'objectif de diversité.

Nous abordons ensuite dans le Chapitre 4 le probleme de 'optimisation de propriétés
moléculaires cotiteuses. Nous proposons une approche d’optimisation basée sur un modele
de substitution, qui correspond a un modele d’apprentissage artificiel prédisant les valeurs
de la propriété cible. L’objectif est d'utiliser le modele de substitution pour sélectionner des
candidats prometteurs dans I’espace de recherche a faible cofit, selon une procédure d’op-
timisation pour laquelle nous proposons d’utiliser notre algorithme évolutionnaire. Nous
utilisons un modele de substitution probabiliste de régression par processus gaussien. La
procédure d’optimisation consiste a maximiser une mesure dite d’espérance d’améliora-
tion des solutions selon le modele de substitution, ce qui permet de prendre en compte
I'incertitude du modele lors de la recherche. Régulierement, les solutions candidates sont
évaluées de maniere exacte par la fonction objectif coliteuse, ce qui permet de mettre a
jour les données d’entrainement du modele de substitution. La procédure globale consiste
a alterner des phases d’optimisation et d’apprentissage. Nous menons une étude appro-
fondie de notre approche pour 'optimisation d’'une propriété moléculaire peu cotiteuse, ce

qui nous permet d’étudier de nombreux parametres. Le parametre le plus déterminant est
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la stratégie d’initialisation du jeu de données initial. Nous montrons également I'efficacité
de notre approche pour 'optimisation d’une propriété électronique cotiteuse, en nombre
d’appels a la fonction objectif ainsi qu’en temps de calcul.

Les travaux présentés dans ce mémoire ameénent un ensemble de perspectives. Nous
en présentons plusieurs afin de conclure ce mémoire. Parmi les perspectives que nous
pouvons envisager, nous avons eu l'occasion de mener des travaux préliminaires récents
pour deux d’entre elles. Il s’agit de 1'utilisation de notre algorithme évolutionnaire pour la
génération d’explications de modeles d’apprentissage artificiel de propriétés moléculaires,
et de la proposition d’un nouveau descripteur moléculaire adapté a la définition d’une
contrainte permettant d’améliorer le réalisme des solutions générées par notre algorithme
évolutionnaire. Nous présentons brievement ces travaux, puis nous évoquons plusieurs

perspectives supplémentaires qui peuvent étre envisagées.

Explication contre-factuelle de modeles de classification moléculaire

De nombreux modeles d’apprentissage artificiel ont été proposés pour la chimie molé-
culaire. Dans de nombreux cas, il s’agit de modeles d’apprentissage profond qui forment
une boite noire dont les sorties sont souvent tres satisfaisantes, mais dont le comportement
est tres peu interprétable. Un enjeu important pour leur adoption par la communauté des
chimistes reste la possibilité de les expliquer, ce qui permettrait de favoriser la confiance
des utilisateurs humains pour ces modeles. Parmi les méthodes permettant de fournir des
explications de modeles, il est envisageable de chercher a générer des explications contre-
factuelles, qui permettent a des experts du domaine d’application d’étudier les frontieres
de décision des modeles sans nécessiter de compétences particulieres en apprentissage ar-
tificiel [VERMA et al. 2020]. Cette approche est définie pour les problémes de classification
et en particulier pour les problemes de classification binaire. En pratique, cela consiste a
rechercher pour une instance donnée quelles modifications minimales de ses descripteurs
conduirait a un changement de classe prédite. Dans le cas de notre application en chimie,
on va chercher pour une molécule donnée un ensemble de transformations minimales du
graphe moléculaire pour produire le changement de classe prédite. En partie (a) de la
Figure 4.17, nous représentons schématiquement le lien entre des molécules dont on re-
cherche des explications (ici de classe négative), leurs explications contre-factuelles (ici de
classe positive) et la frontiere de décision.

La génération d’explications contre-factuelles peut étre définie comme un probleme

d’optimisation dont la fonction objectif prend en compte I'objectif de changement de
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FIGURE 4.17 — (a) : Représentation schématique de la frontiere de décision d'un modele de
classification binaire séparant un ensemble d’instances négatives et positives. Les fleches
permettent d’identifier les explications contre-factuelles (instance de classe opposée la plus
proche) des instances de classe négative. (b) : Exemples d’application de notre approche
pour générer des explications d'un modele prédictif de la stabilité moléculaire. La premiere
colonne correspond a deux molécules de classe négative dont on cherche des explications.
Les colonnes suivantes correspondent a des explications contre-factuelles de ces molécules,
obtenues avec notre approche. Chaque molécule est étiquetée selon un triplet (classe
prédite, valeur prédite par le modele, similarité avec la molécule de départ).

classe et I'objectif de proximité avec la molécule de départ. Dans des travaux récents cor-
respondant & une ouverture de fin de theése vers de nouvelles applications de nos travaux,
nous proposons de résoudre ce probleme a l'aide de notre algorithme évolutionnaire. Ces
travaux ont fait I'objet d’une présentation au sein de 'atelier EXPLAIN’AI a la confé-
rence EGC en 2022 [LEGUY et al. 2022b|. En Annexe B, nous proposons une reproduction
complete de I'article qui y a été présenté. Pour résumer brievement ces travaux, nous pro-
posons une fonction objectif qui considere la valeur prédite par le modele de classification
ainsi qu’'une mesure de distance moléculaire. Nous supposons que le modele de classifica-
tion peut fournir une prédiction qui correspond & un nombre réel entre 0 (classe négative)
et 1 (classe positive), avec la frontiere de décision fixée a 0.5. La fonction objectif est
composée d'un terme dont le but est de guider la recherche vers un changement de classe
prédite, et d'un terme dont le but est de guider la recherche vers des solutions proches de

la molécule de départ.

Nous appliquons notre approche pour 'explication d’'un modele de prédiction de la
stabilité du calcul en chimie quantique. En partie (b) de la Figure 4.17, nous présentons

des exemples d’explications contre-factuelles générées avec notre approche. Les molécules
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en premiere colonne correspondent a des molécules prédites comme instables, tandis que
les molécules des colonnes suivantes correspondent a leurs explications contre-factuelles.
Il s’agit donc de molécules prédites comme stables et qui sont proches des molécules
initiales. Cela démontre que notre approche peut identifier des transformations minimales
qui conduisent a un changement de la classe prédite par le modele. Par exemple, pour
la premiere ligne, la classe prédite peut étre transformée simplement en substituant un
atome d’azote par un atome de carbone, ou en y liant en plus un atome de fluor. Les
explications de la seconde ligne sont plus éloignées de la molécule de départ, ce qui laisse
penser qu’il n’existe pas de voisins considérés stables par le modele dans un voisinage
proche.

Les explications contre-factuelles fournies par notre approche peuvent permettre aux
utilisateurs du domaine d’application de comprendre quels facteurs influencent localement
la propriété prédite par un modele de classification. Il s’agit de travaux préliminaires ame-
nant eux-mémes un ensemble de perspectives. A titre d’exemple, nous pensons qu’il serait
pertinent de proposer une visualisation des atomes et des liaisons d’une molécule qui sont
le plus régulierement altérés au sein des explications contre-factuelles. Cela permettrait
d’identifier aisément quelles sont les parties des molécules qui sont responsables des chan-
gements de classe. Dans la littérature, des travaux proches ont été proposés peu apres la

présentation de nos travaux [WELLAWATTE et al. 2022].

Descripteur moléculaire pour contraindre le réalisme des molécules

Afin de favoriser le réalisme des solutions générées par notre algorithme évolutionnaire,
nous avons proposé en section 2.4 de ce mémoire une contrainte basée sur un descripteur
moléculaire encodant les environnements locaux. Cette contrainte permet d’améliorer sen-
siblement le réalisme des solutions générées, mais ne permet pas de filtrer des caractéris-
tiques indésirables définies a ’échelle des cycles. Dans des travaux tres récents effectués
au sein de notre équipe de recherche, nous proposons une nouvelle contrainte basée sur
un descripteur moléculaire, que nous avons défini spécialement pour mettre en évidence
ces caractéristiques.

Ce descripteur est nommé GCF (abréviation de « generic cyclic feature). 11 est défini
a partir d’'un ensemble de caractéristiques dont la procédure de génération est représen-
tée en partie supérieure de la Figure 4.18. Elle consiste d’abord a extraire I’ensemble des
composantes cycliques de la molécule qui sont représentées en partie (b). Les composantes

cycliques sont obtenues en supprimant ’ensemble des liaisons correspondant a des ponts
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FIGURE 4.18 — Représentation du processus de génération des caractéristiques GCF (a,
b, ¢) et étude de l'application de la contrainte GCF (d, e). La partie (a) représente la
molécule de ribavirine sur laquelle I'action de suppression des ponts du graphe moléculaire
est représentée par des paires de ciseaux. La partie (b) représente ses deux composantes
cycliques, et la partie (c¢) représente ses deux caractéristiques GCF. La partie (d) corres-
pond aux 4 meilleures solutions obtenues pour la minimisation de I’énergie LUMO avec
la contrainte sillywalks, et la partie (e) correspond aux 4 meilleures solutions obtenues
pour le méme probleme avec la contrainte sillywalks et la contrainte GCF. La légende des
molécules correspond a la valeur d’énergie LUMO (eV).

du graphe moléculaire, c’est-a-dire dont la suppression augmente le nombre de compo-
santes connexes. Ensuite, I'information des types d’atomes est retirée des composantes
cycliques, ce qui permet d’obtenir les caractéristiques GCF représentées en partie (c).
Pour que les caractéristiques GCF puissent étre représentées comme des graphes molécu-

laires, tous les atomes sont transformés en atomes de carbone.

Nous définissons une contrainte a partir de ces caractéristiques. De fagon tres semblable
a la contrainte sillywalks qui est basée sur la liste des caractéristiques ECFP4 qui existent
au sein de ChEMBL, nous définissons la contrainte GCF qui est basée sur la liste des
caractéristiques GCF qui existent au sein de ChEMBL. Cette liste est traitée comme
une liste blanche de caractéristiques, ce qui signifie qu'une molécule est considérée valide
selon la contrainte GCF si et seulement si toutes les caractéristiques GCF qu’elle contient

existent dans ChEMBL. Cela permet de prendre en compte les caractéristiques liées aux
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composantes cycliques, tout en permettant une certaine généricité puisque le type des
atomes n’est pas considéré. Les types des liaisons sont en revanche bien pris en compte,
car la stabilité d'une structure cyclique dépend souvent des contraintes géométriques
imposées par les liaisons doubles ou triples.

En parties (d) et (e) de la Figure 4.18, nous représentons un exemple de l'effet de
I’application de la contrainte GCF. Nous considérons le probleme de la minimisation de
I’énergie LUMO sur I'espace de recherche des molécules contenant jusqu’a 8 atomes lourds
parmi {C, N, O, F}. En utilisant uniquement la contrainte sillywalks (partie d), nous pou-
vons obtenir des solutions possédant des valeurs d’énergie LUMO tres basses mais qui sont
composées d’assemblages de cycles qui sont tres peu réalistes. En appliquant également la
contrainte GCF (partie e), les solutions obtenues sont nettement plus réalistes. Bien que
leurs valeurs d’énergies LUMO soient légerement plus élevées, il s’agit de solutions qui
sont plus pertinentes. Elles répondent en effet au probleme d’optimisation et il peut étre
plus facilement envisagé de les synthétiser en pratique. Il s’agit d’ailleurs de molécules qui
sont déja connues dans la littérature en chimie, pour d’autres applications. Ces résultats

n’ont pour le moment pas été publiés.

Autres perspectives

Nous considérons désormais un ensemble de perspectives supplémentaires que nous
pouvons envisager pour nos travaux et qui n’ont pas été explorées a I’heure actuelle. Pour
I'optimisation évolutionnaire de propriétés moléculaires, nous utilisons actuellement une
sélection aléatoire des opérateurs de mutation. Or, nous pouvons nous attendre a ce que
certains opérateurs soient plus adaptés que d’autres a certains problemes. Nous pouvons
également nous attendre a ce que pour une propriété moléculaire donnée, certains opéra-
teurs soient plus efficaces en fonction de I’état de la recherche. Nous pourrions considérer
le probleme de sélection des opérateurs comme un probleme de bandit manchot a plusieurs
bras, et appliquer une méthode d’apprentissage par renforcement pour leur sélection dy-
namique. Lors de I'optimisation conjointe de la diversité moléculaire et d’'une propriété
cible, le poids attribué a 1'objectif de diversité qui permet de controler le compromis entre
intensification et exploration doit actuellement étre fixé avant le début de I'optimisation.
Une procédure de sélection dynamique de ce parametre au cours de la recherche pourrait
étre tres bénéfique. Cela est d’autant plus vrai qu’il semble difficile de prévoir a priori les
valeurs du parametres qui seront efficaces pour un probléme quelconque.

L’optimisation de la diversité moléculaire nous a permis de générer un jeu de données
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avec une tres forte diversité. Une partie importante des molécules générées n’est pas stable
apres calcul en mécanique quantique. Cela est expliqué simplement par le fait que 1'objectif
de diversité favorise la génération de caractéristiques instables et peu réalistes. Il serait
trés intéressant d’étudier la maximisation de la diversité en appliquant les contraintes de
réalisme que nous avons définies. Cela pourrait produire un jeu de données de tres grand
intérét en chimie-informatique, qui serait représentatif de la chimie réaliste tout en ayant
un biais minimal vers un domaine particulier de la chimie. Les caractéristiques contenues
dans les données résultantes seraient issues des jeux de données de référence utilisés pour
définir les contraintes, mais leur distribution serait uniforme grace a I’'objectif de diversité.

Finalement, il serait intéressant d’appliquer notre approche d’optimisation basée sur
un modele de substitution a des problemes plus réalistes en chimie des matériaux mo-
léculaires. Cela impliquerait certainement de prendre en compte les valeurs de plusieurs
propriétés moléculaires, mais également des contraintes géométriques telles que la symé-
trie ou la disposition planaire des atomes. Pour traiter ces problemes plus complexes,
nous pensons que ’axe majeur d’amélioration de notre approche concerne la procédure
de sélection du jeu de données initial. Nous pensons que notre approche d’optimisation

de la diversité moléculaire pourrait étre utilisée dans ce contexte.
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ANNEXE A

RESULTATS SUPPLEMENTAIRES

A.1 EvoMol : optimisation du benchmark GuacaMol
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A.2 EvoMol : maximisation de ’énergie HOMO
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A.3 BBOMol : optimisation des valeurs de QED

. L, . ERT
Init. | Expérience 0.9 0.94 0.948
BBOMol EI, krgr, £ = 0.01 482 (10) 1078 (10) - ()
° BBOMol POI, kgrgr, & = 0.01 958 (9) 1894 (7) - ()
= BBOMol EI, kggr, £ =0.1 366 (10) 843 (10) 9425 (2)
% BBOMol POI, kgpr, £ = 0.1 321 (10) 786 (10) 4176 (4)
= BBOMol EI, kggr, £ =0 386 (10) 919 (10) 2829 (6)
BBOMol POI, kggr, £ =0 5688 (3) 19646 (1) - ()
EvoMol 18583 (1) 19417 (1) 19625 (1)
BBOMol EI, krgr, £ = 0.01 162 (10) 825 (10) 3495 (5)
BBOMol POI, kgrgr, & = 0.01 161 (10) 904 (10) 9512 (2)
o BBOMol EI, krgr, £ =0.1 168 (10) 660 (10) (-)
CEB’ BBOMol POI, kgpr, £ = 0.1 139 (10) 653 (10) 5570 (3)
BBOMol EI, kggr, £ =0 164 (10) 1330 (8) 5795 (3)
BBOMol POI, kggr, £ =0 193 (10) 2294 (6) 19856 (1)
EvoMol 527 (9) 3099 (5) 4360 (4)
BBOMol EI, krgr, £ = 0.01 79 (10) 369 (10) 3414 (5)
e BBOMol POI, kgrgr, & = 0.01 49 (10) 481 (10) 2608 (6)
aa) BBOMol EI, kggr, £ =0.1 72 (10) 516 (9) 9405 (2)
% BBOMol POI, kgpr, £ = 0.1 67 (10) 432 (10) 9780 (2)
5 BBOMol EI, kggr, £ =0 45 (10) 486 (10) 4070 (4)
BBOMol POI, kggr, £ =0 37 (10) 340 (10) 2515 (6)
EvoMol 78 (10) 241 (10) 592 (10)

TABLE A.1 — Etude de Pinfluence du paramétre d’exploration . Mesure d’espérance
du cofit de l'exécution en nombre d’appels a la fonction objectif (ERT) pour obtenir
une solution ayant une QED au moins égale aux cibles 0.9, 0.94 et 0.948 pour différents
paramétrages de BBOMol et pour EvoMol. Le nombre de fois que la cible a été atteinte
parmi les 10 exécutions est indiqué entre parentheses. Pour chaque stratégie d’initialisation
et pour chaque colonne de résultats, la valeur d’ERT la plus faible est mise en évidence
en gras. Lorsqu'un tiret (-) est indiqué a la place d’une valeur numérique, cela signifie que
la cible n’a pas été atteinte.
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Init.

Expérience

ERT

0.9 0.94 0.948
BBOMol EI, kgrgr, shingles 482 (10) 1078 (10) - ()
. BBOMol EI, kggpr, aléatoire - () - () - ()
= BBOMol POI, kgrgr, shingles 958 (9) 1894 (7) - ()
= BBOMol POI, kggpr, aléatoire - () - () - ()
= | BBOMol id, kgpy, shingles - () - () - ()
BBOMol id, kgrgr, aléatoire - () - () - ()
EvoMol 18583 (1) 19417 (1) 19625 (1)
BBOMol EI, krpr, shingles 162 (10) 825 (10) 3495 (5)
BBOMol EI, kggpr, aléatoire - () - () - ()
o | BBOMol POL, kpgp, shingles | 161 (10) 905 (10) 9512 (2)
%, BBOMol POI, kggpr, aléatoire - () - () - ()
BBOMol id, kg, shingles 361 (10) - () - ()
BBOMol id, kgrgr, aléatoire - () - () - ()
EvoMol 527 (9) 3099 (5) 4361 (4)
BBOMol EI, kppr, shingles 79 (10) 369 (10) 3414 (5)
B BBOMol EI, kgrgr, aléatoire 227 (10) 3475 (4) - ()
2@ | BBOMol POL kpgp, shingles | 49 (10) 481 (10) 2608 (6)
Z | BBOMol PO, kg, aléatoire | 202 (10) 1899 (6) -0
= | BBOMol id, kgpr, shingles 44 (10) 658 (9) 3876 (4)
BBOMol id, kgrgr, aléatoire 340 (10) 4010 (4) - ()
EvoMol 78 (10) 241 (10) 592 (10)

TABLE A.2 — Etude de BBOMol lorsque le modele de substitution est privé de sa capa-
cité d’apprentissage (descripteur moléculaire aléatoire). Mesure d’espérance du cotit de
I'exécution en nombre d’appels a la fonction objectif (ERT) pour obtenir une solution
ayant une QED au moins égale aux cibles 0.9, 0.94 et 0.948 pour différents paramétrages
de BBOMol et pour EvoMol. Le nombre de fois que la cible a été atteinte parmi les 10
exécutions est indiqué entre parentheses. Pour chaque stratégie d’initialisation et pour
chaque colonne de résultats, la valeur d’ERT la plus faible est mise en évidence en gras.
Lorsqu’un tiret (-) est indiqué a la place d’une valeur numérique, cela signifie que la cible

n’a pas été atteinte.






ANNEXE B

ARTICLE : GENERATION D’EXPLICATIONS
CONTRE-FACTUELLES

Reproduction complete de ’article nommé « Génération d’explications contre-factuelles
pour la chimie moléculaire », présenté a l'atelier EXPLAIN’AI de la conférence EGC en
2022 [LEGUY et al. 2022b).
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Génération d’explications contre-factuelles pour la
chimie moléculaire

Jules Leguy*, Bryan Garreau®, Thomas Cauchy**
Benoit Da Mota*, Beatrice Duval*

*Univ Angers, LERIA, SFR MATHSTIC,
F-49000 Angers, France
benoit.damota@univ-angers.fr
**Univ Angers, CNRS, MOLTECH-ANJOU,
SFR MATRIX, F-49000 Angers, France

Résumé. De nombreux modeles d’apprentissage artificiel ont été pro-
posés récemment en chimie moléculaire, afin d’accélérer 'estimation de
propriétés moléculaires cofiteuses. Le développement de méthodes d’ex-
plication de ces modeles est un enjeu important pour leur adoption par
la communauté des chimistes. Nous proposons une approche pour générer
des explications contre-factuelles pour tout modele de classification molé-
culaire binaire. Notre méthode est basée sur une recherche par voisinage
par un algorithme évolutionnaire. Nous discutons de I'importance de la
mesure de similarité et des opérateurs de voisinage, et nous proposons de
restreindre les opérateurs de mutation pour améliorer la pertinence des
explications générées.

1 Introduction

En chimie moléculaire, de nombreux modeles d’apprentissage artificiel sont étudiés
dans l'objectif de favoriser la découverte de molécules prometteuses, dont 1’évalua-
tion des propriétés dépend souvent de calculs cotiteux (Elton et al., 2019; Von Lilien-
feld et al., 2020). Ces travaux sont trés prometteurs, mais sont principalement définis
comme des boites noires. Un enjeu important pour leur adoption par la communauté
des chimistes reste la possibilité de les expliquer, afin de permettre une validation
expérimentale et d’envisager une interaction entre I'utilisateur final et le modele.

La génération d’explications contre-factuelles (counterfactual explanations) est un
theme de recherche porteur pour I'interprétation et la validation de modeles d’appren-
tissage artificiel pour la classification (Verma et al., 2020). Ces explications permettent
a 'utilisateur final du modele d’étudier les frontieres de décision locales sur des exemples
concrets dans le domaine d’application. En pratique, cela consiste & rechercher pour
une instance donnée un ensemble de transformations minimales résultant en un chan-
gement de classe prédite. Pour résoudre ce probleme, il est possible de le considérer
comme un probléme d’optimisation qui consiste a appliquer des perturbations sur 'ins-
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tance dans 'objectif de transformer sa classe prédite et de minimiser la distance entre
Pinstance et son explication contre-factuelle (Wachter et al., 2018).

Des travaux récents envisagent différentes approches pour expliquer les modeles
d’apprentissage appliqués a la chimie moléculaire, mais le domaine est encore peu dé-
veloppé (Jiménez-Luna et al., 2020). Une difficulté provient du fait que la représentation
des molécules (graphe moléculaire) differe généralement des descripteurs qui sont uti-
lisés en entrée des modeles d’apprentissage (Von Lilienfeld et al., 2020). 11 est possible
de convertir la représentation vers le descripteur mais généralement impossible d’effec-
tuer 'opération inverse. Par conséquent, la procédure de génération d’explications doit
manipuler différents espaces. Une exception notable est celle des réseaux de neurones
pour graphes (graph neural network), qui peuvent utiliser en entrée la représentation
sous forme de graphe moléculaire.

Nous n’avons connaissance que d’une unique proposition pour la génération d’ex-
plications contre-factuelles dans le domaine de la chimie-informatique (Numeroso et
Bacciu, 2020). Cette derniére permet d’expliquer un réseau de neurones pour graphes
générique a partir d’'une méthode d’apprentissage par renforcement.

Nous proposons dans cet article une méthode basée sur un algorithme évolutionnaire
pour générer des explications contre-factuelles pour tout type de modeéle de classifica-
tion appliqué a la chimie moléculaire. Nous effectuons une preuve de concept de notre
approche pour l'explication de la prédiction de la stabilité moléculaire.

2 Meéthode

On considere un modele de classification f permettant de prédire une propriété
moléculaire binaire (par exemple la stabilité ou la toxicité). La prédiction de f est une
valeur réelle comprise entre 0 (classe négative) et 1 (classe positive). Nous considérons
ici que la frontiere de décision entre les deux classes est située a 0.5. Soit y une molécule
prédite comme étant de classe positive ou négative, dont nous cherchons une explication
contre-factuelle ¢, de classe opposée, proche de y dans I'espace de recherche. Nous
proposons d’effectuer cette recherche d’explications par un algorithme évolutionnaire,
maximisant la fonction objectif que 'on définit ci-dessous.

2.1 Objectif

Fonction objectif La fonction objectif que 'on utilise pour guider la procédure
d’optimisation vers des solutions répondant au probleme de recherche d’explications
est définie en équation (1).

QﬁX(Sim(yvcy) +min(2 x g(f(cy)), 1)) (1)

Le premier terme est une mesure de similarité dans 'intervalle [0, 1] visant & orienter
la recherche vers des solutions & proximité de y. Le second terme utilise la valeur réelle
prédite par f afin de guider la recherche vers des solutions de classe désirée. Nous
utilisons un seuil de sorte que ce terme soit identique pour toute solution prédite
de classe désirée. Dans le cas contraire, la recherche risque d’étre orientée vers des
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solutions distantes de la frontieére de décision, rentrant en contradiction avec I’objectif
de similarité (Mothilal et al., 2020). g est une fonction inversant le sens de la prédiction
en fonction de la classe cible, de sorte que g(z) vaut z si ¢, doit étre positif et 1 — z
sinon.

Similarité Pour évaluer la similarité entre deux solutions, nous utilisons la distance
de Tanimoto sur des empreintes moléculaires (molecular fingerprints). Il s’agit d’une
mesure communément utilisée, y compris pour la conception de fonctions objectif
(Brown et al., 2019). Les empreintes moléculaires sont des vecteurs binaires obtenus &
partir d’une fonction de hachage qui assigne un bit a des structures locales extraites
dynamiquement depuis le graphe moléculaire (Bajusz et al., 2017). Nous utilisons ici
des empreintes de type ECFP4, qui sont basées sur des environnements chimiques de
rayon 2. La distance de Tanimoto d(z,z’) étant comprise entre 0 et 1, la fonction de
similarité est définie comme sim(z,z’) = 1 — d(z, ")

2.2 Optimisation évolutionnaire

Afin d’optimiser la fonction objectif, nous utilisons EvoMol, un algorithme évolu-
tionnaire dédié a 'optimisation de propriétés moléculaires (Leguy et al., 2020). EvoMol
est adapté a la recherche de solutions contre-factuelles, puisqu’il est cong¢u sur un en-
semble de mutations locales du graphe moléculaire et permet d’intensifier efficacement
le voisinage d’une solution. Parmi ces mutations, sont définies par exemple 1’ajout, la
suppression ou le changement de type d’'un atome ou d’une liaison, 'insertion d’'un
atome dans une chaine d’atomes ou encore le déplacement d’un groupe d’atomes. Lors
de optimisation, les mutations sont sélectionnées aléatoirement apres un filtrage ga-
rantissant la validité des graphes moléculaires résultants. La validité correspond ici a
la garantie que les atomes forment un nombre de liaisons qui est compatible avec leur
couche électronique de valence. Notons qu’il s’agit d’un concept moins strict que celui
de la stabilité moléculaire (une molécule invalide est instable mais une molécule valide
peut étre stable ou instable). Dans le cadre de cet article, la population de l’algorithme
évolutionnaire est initialisée avec un unique individu correspondant a la molécule dont
on cherche une explication contre-factuelle.

2.3 Descripteur moléculaire

Le graphe moléculaire n’est généralement pas adapté pour étre utilisé en entrée
des modeles d’apprentissage. Cela est dii au fait qu’il n’est pas invariant a l’ordre des
atomes qui le composent, et qu’il s’agit d’une représentation neutre qui ne met pas
en évidence des caractéristiques pertinentes pour un probléme d’apprentissage donné.
Dans le cadre de cet article, nous utilisons un descripteur moléculaire basé sur les
shingles. Un shingle correspond & un sous-graphe moléculaire de rayon r et permet
d’encoder des caractéristiques structurelles locales (Probst et Reymond, 2018). Pour
une molécule donnée, la présence ou I'absence de ’ensemble de ces shingles est agrégée
dans un vecteur binaire qui est utilisé comme entrée des modeles de classification. La
taille de ce vecteur est fixée a 1000, ce qui est suffisant pour encoder toutes les molécules
du jeu de données utilisé dans le cadre de ce travail.
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3 Explication de la prédiction de la stabilité molé-
culaire

En chimie des matériaux moléculaires, 1’estimation in silico des propriétés électro-
niques dépend de calculs coliteux en chimie quantique. En fonction des parametres,
le temps d’exécution peut varier de l'ordre de la minute a 'ordre de la journée pour
estimer les propriétés d’une seule molécule. Ce cotit de calcul est un frein important a
l'optimisation de ces propriétés dans ’espace moléculaire. De plus, la convergence de
ces calculs n’est pas garantie et ils peuvent donc échouer, y compris apres plusieurs
heures. Ces échecs sont dus & 'impossibilité d’obtenir une conformation géométrique
stable de la molécule.

Par conséquent, un modele d’apprentissage artificiel prédisant I'instabilité des mo-
lécules et appliqué en tant que filtre avant le calcul en chimie quantique pourrait per-
mettre un gain de temps important en limitant le temps dédié au calcul de solutions
dont le résultat ne sera pas utilisable. Dans cette section, nous entrainons un tel modele,
puis nous utilisons notre méthodologie afin de fournir des explications sur un ensemble
d’instances prédites comme instables.

3.1 Prédiction de la stabilité moléculaire

Afin de prédire la stabilité des molécules, nous utilisons une forét aléatoire contenant
100 arbres, suivant I'implémentation de Scikit-Learn (Pedregosa et al., 2011). Nous
choisissons ce modele pour sa simplicité et sa généricité. Rappelons que pour la méthode
que nous proposons dans cet article, le modele d’apprentissage est traité comme une
boite noire et tout autre type de modele pourrait également étre employé.

Le modele d’apprentissage est utilisé en association avec un descripteur binaire re-
présentant la présence des shingles de rayon 1. Nous effectuons une validation croisée
du modele avec recherche par quadrillage interne de la profondeur maximale des arbres
sur le jeu de données d’entrainement. Le meilleur parametre (90) est utilisé pour en-
trainer un modele sur la totalité du jeu d’entrainement. Ce modele est évalué sur le
jeu de test, et obtient une aire sous la courbe ROC de 0.925. Toutes les expériences
sont effectuées sur le jeu de données OD9, qui contient le calcul en chimie quantique
de 394 427 molécules, obtenues par maximisation de la diversité moléculaire (Leguy
et al., 2021). Les données sont étiquetées pour représenter le succes ou I’échec de chaque
calcul.

3.2 Recherche d’explications contre-factuelles

Nous appliquons notre méthodologie pour générer des explications contre-factuelles
a un ensemble de solutions instables (classe négative) du jeu de test.

Pour I'ensemble des expériences, des solutions sont obtenues avec succes par la
procédure d’optimisation. Une sélection de ces résultats est présentée en Figure 1, qui
représente les résultats obtenus pour trois molécules de classe négative (colonne a) dont
on cherche des explications contre-factuelles (colonnes b, ¢ et d). Les résultats de la
molécule 1 sont convaincants, puisque les solutions contre-factuelles proposées sont tres
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proches du point de départ (un changement de type d’atome pour 1.b, un changement
de type d’atome et Pajout d’un atome pour 1.c et 1.d). Pour les deux molécules suivantes
en revanche, les explications semblent plus éloignées de la molécule de départ, et il est
plus difficile de se représenter les transformations qui ont été effectuées.

Il est intéressant de remarquer que la valeur de similarité peut diminuer de moitié
méme pour des structures trés proches (passage de l.a a 1.b), et que l'optimisation
par exploration du voisinage peut mener a des solutions dont la structure semble tres
différente du point de départ (passage de 3.a & ses trois explications). Cela peut s’ex-
pliquer par le fait que la mesure de similarité utilisée est basée sur des environnements
chimiques locaux, et ne prend pas en compte la structure globale de la molécule.

a b C d
1 w w \N?/‘V ‘\NY/‘Y
HN HN NH, NH, OH
-,0.06,100 +072,052 +074,048 + 067,048
H NH,
2 H H H
H
-,004,100 + 056,042 +,055,033 + 055,033
e X H,\ N H\
. \ : \/A
3 AN N NH \ \ NH
-,0.00,100 +,073,008 +,077,008 +,066,0.08

FiG. 1 - Représentation des explications contre-factuelles obtenues en wutilisant [’en-
semble des opérateurs de mutation. Chaque ligne correspond a une expérience, et
est triée par similarité décroissante. La colonne (a) représente les molécules dont on
cherche une explication. Chaque molécule est étiquetée selon un triplet (classe, prédic-
tion du modéle de classification, similarité avec la molécule de départ).

3.3 Restriction des opérateurs de voisinage

Afin d’obtenir des explications contre-factuelles plus facilement interprétables, nous
limitons les opérateurs de mutation pouvant étre utilisés lors de I'optimisation évolu-
tionnaire. Ces opérateurs sont restreints au changement du type des atomes, et au
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a b C d
\N \N \N \N
1 H
o/l
H
H1 H] HZ HZ
-,006,100 +072,052 +092,047 +,084,047
-,004,100 +,056,0.30 +,058,030 +,060,030
N o
e \\ HN N§N 0 SWH HN N%p{\
HN 0 o
3
N N N 2N b
— 0 IN—N —

-, 000,100 +,053,013 +,070,013 +,057, 013

F1G. 2 — Représentation des explications contre-factuelles obtenues en restreignant les
opérateurs de mutation. Chaque ligne correspond d une expérience, et est triée par
similarité décroissante. La colonne (a) représente les molécules dont on cherche une
explication. Chaque molécule est étiquetée selon un triplet (classe, prédiction du modéle
de classification, similarité avec la molécule de départ).

changement du type de liaison. Pour ce dernier, seules les mutations qui ne créent ou
ne suppriment pas de liaisons sont autorisées. Ainsi, la connectivité du graphe molé-
culaire ne peut pas étre altérée lors de l'optimisation, et les solutions résultantes sont
plus facilement comparables a la molécule de départ.

Les résultats de cette nouvelle expérience sont présentés en Figure 2. Les explica-
tions des molécules 2 et 3 sont plus pertinentes que dans I’expérience précédente. Il
apparalt désormais qu’il suffit de deux actions (changement du type d’atome et de liai-
son) pour passer de la molécule 2.a & explication 2.b. D’un point de vue de chimiste, il
semble peu probable que la molécule 3.c soit stable. Elle contient en effet une chaine de
six atomes composés uniquement d’oxygene et d’azote, ce qui ne correspond & aucune
fonction chimique connue. Cette expérience permet de mettre en évidence une faille
du modele de classification, qui peut étre expliquée par la nature locale du descripteur
utilisé.

Il est intéressant de remarquer que les valeurs de similarité des explications 1 et 2
sont plus faibles que dans I’expérience autorisant I’ensemble des mutations. Cela laisse
penser que la distance de Tanimoto sur les empreintes moléculaires n’est pas idéale dans
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le cadre de ce probleme, car elle est basée sur des environnements chimiques locaux mais
ne prend pas en compte la structure globale des molécules. Or, pour l'interprétabilité
des explications par les chimistes, la structure des solutions est probablement aussi
importante que les environnements locaux. Pour les explications de la molécule 3, les
valeurs de similarité sont au contraire supérieures a celles de I'expérience précédente.
Cela accrédite I'idée que les explications 3.b, 3.c et 3.d précédemment obtenues sont
des maximums locaux attractifs de la fonction objectif, mais dont la pertinence est
discutable par rapport au probléme que ’on souhaite résoudre.

4 Perspectives directes

Un ensemble de perspectives peuvent étre envisagées afin d’étendre le présent tra-
vail. En premier lieu, le voisinage et la mesure de similarité moléculaire semblent étre
des éléments déterminants pour la génération de bonnes explications contre-factuelles
pour la chimie moléculaire. Il serait envisageable d’intégrer la similarité de la structure
moléculaire complete (connectivité du graphe moléculaire) au sein de la fonction ob-
jectif. Une alternative serait de définir une mesure de distance basée sur le nombre de
mutations du graphe moléculaire lors de 'optimisation. Cela permettrait de favoriser
les explications proches de la molécule de départ, sans nécessairement restreindre les
mutations autorisées.

Afin de rendre ’étude plus robuste, certaines métriques pourraient étre étudiées,
telle que la diversité des explications générée (Mothilal et al., 2020). De plus, les ré-
sultats pourraient étre comparés sur les mémes problemes de classification moléculaire
qu’étudiés par Numeroso et Bacciu (2020).

5 Conclusion

Dans cet article, nous présentons une méthode pour la génération d’explications
contre-factuelles a tout modele de classification moléculaire binaire. Les explications
sont générées par un algorithme évolutionnaire qui effectue des mutations du graphe
moléculaire pour maximiser une fonction objectif qui prend en compte la prédiction
du modele d’apprentissage et la similarité entre la solution proposée et la molécule de
départ.

Nous effectuons une preuve de concept pour 'explication d’un modéle de prédiction
de la stabilité moléculaire. Notre approche permet d’obtenir facilement des résultats
prometteurs. Nous observons qu’a travers la choix des opérateurs de mutation, il est
possible de controler le type d’explications fournies & 'utilisateur final du modéle.
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Summary

Many machine learning models were recently proposed for molecular chemistry, to
quicken the estimation of costly molecular properties. The developpement of explana-
tion methods for these models is a challenge for the their adoption by the community
of chemists. We propose an approach to generate counterfactual explanations for any
molecular binary classification model, which is based on a neighbourhood search by
an evolutionary algorithm. We discuss the significance of the similarity measure and
the neighbourhood operators, and we propose to restrict the mutation operators to
improve the relevance of the generated explanations.
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Recherche combinatoire guidée par apprentissage artificiel en chimie moléculaire

Mot clés : Optimisation combinatoire, apprentissage artificiel, optimisation moléculaire

Résumé : La recherche de molécules sa-
tisfaisant des propriétés moléculaires cibles
est un enjeu majeur en chimie moléculaire.
Dans le cadre de cette thése, nous cher-
chons a aborder en particulier des problemes
liés au domaine de la chimie des matériaux
moléculaires organiques. Ces problemes dé-
pendent de fonctions d’évaluation des proprié-
tés cibles dont le calcul est colteux. Dans nos
travaux, nous considérons la recherche de
molécules satisfaisant des propriétés cibles
comme un probleme d’optimisation combina-
toire de graphes moléculaires. Nous propo-
sons un algorithme évolutionnaire générique
et interprétable pour I'optimisation de proprié-
tés moléculaires, et nous montrons qu’il per-

met d’optimiser avec succés de nombreuses
propriétés. Nous proposons une approche par
contrainte pour favoriser le réalisme des so-
lutions générées. Nous définissons une mé-
thode d’optimisation efficace pour la maxi-
misation de la diversité moléculaire, basée
sur notre algorithme évolutionnaire. Cela nous
permet de générer un jeu de molécules trés
divers. Nous montrons également que I'objec-
tif de diversité peut apporter un gain d’effica-
cité pour I'optimisation d’'une propriété mole-
culaire cible. Finalement, nous proposons une
approche d’optimisation boite-noire basée sur
un modele de substitution qui est définie pour
I'optimisation de propriétés colteuses, et nous
en menons une étude approfondie.

Combinatorial search lead by machine learning for molecular chemistry

Keywords: Combinatorial optimization, machine learning, molecular optimization

Abstract: The search for molecules that sat-
isfy target molecular properties is an impor-
tant issue for molecular chemisty. In this the-
sis, we aim to tackle in particular problems
related to the domain of organic molecular
materials. These problems depend on costly
evaluation functions. In our work, we consider
the search of molecules satisfying molecu-
lar properties as a combinatorial optimization
problem of molecular graphs. We propose an
evolutionary algorithm for the optimization of
molecular properties that is designed to be
generic and interpretable, and we show that
it can successfully optimize numerous target
properties. We propose an approach that is

based on binary constraints to favor the gen-
eration of realistic molecules. We define an ef-
ficient maximization approach of molecular di-
versity, based on our evolutionary algorithm.
It allows for the generation of a dataset of
molecules with high molecular diversity, and
we also show that the diversity objective can
improve the efficiency of the search for the op-
timization of a target molecular property. Fi-
nally, we propose a surrogate-based black-
box optimization method that is designed for
the optimization of costly molecular proper-
ties, and we perform a detailed study of our
approach.
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