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Méthodes de traitement et d’analyse d’image par réseaux de neurones pour la
microscopie de fluorescence

Résumé :

Le développement des méthodes de microscopie de fluorescence permet aujourd’hui l’acquisition

de données d’imagerie cellulaire à haut débit et à une résolution moléculaire. Ces techniques

sont désormais un élément essentiel pour faire la lumière sur les processus cellulaires. Ainsi, la

microscopie rend possible l’étude de phénotypes cellulaires couvrant les phénomènes globaux

tels que les modifications morphologiques de la cellule entière et de ses composants, ou encore

la détection de l’altération des processus cellulaires grâce à la quantification et localisation des

molécules. Dans cette thèse, nous nous intéresserons particulièrement à l’emploi de méthodes

informatiques et mathématiques pour analyser de manière quantitative les données d’imagerie de

microscopie de fluorescence.

Dans le premier chapitre, il s’agit d’étudier comment l’utilisation de réseaux de neurones à

convolution dédiés au rehaussement de l’intensité du signal de fluorescence des spots d’ARNm dans

les images de microscopie permet d’automatiser leur détection en aval par des outils conventionnels

largement utilisés par la communauté d’analyse d’images de microscopie. Nous présentons dans

ce chapitre la méthode DeepSpot, et nous montrons qu’en renforçant le signal de tous les spots de

manière à ce qu’ils aient la même intensité sur toutes les images, indépendamment du contraste,

du bruit ou de la taille des spots, il devient possible d’automatiser leur détection en aval.

Dans le second chapitre, nous proposons une approche de deep learning non supervisée de

rehaussement du signal des noyaux cellulaires. Plus précisément, nous appliquons le transfert de

style entre des images d’organoïdes acquises avec une faible intensité lumineuse vers des images

sur lesquelles les noyaux sont visiblement saillants, sans qu’une annotation préalable des images

ne soit requise. Pour cela, nous avons implémenté un CycleGAN avec une fonction de coût sur

mesure dédiée à l’augmentation du signal des noyaux. Nous avons entraîné ce réseau de neurones

et évalué l’impact du rehaussement du signal des noyaux sur leur segmentation en aval, à l’aide

de méthodes conventionnelles ainsi qu’avec des méthodes basées sur l’apprentissage.

Dans le troisième chapitre, nous présentons DypFISH, une librairie d’analyse de données

spatiales, qui propose des outils d’analyse quantitative pour étudier les localisations subcellulaires

des ARNm et des protéines de manière statistiquement robuste. Entre autres, DypFISH introduit

des techniques qui permettent l’évaluation conjointe des données ponctuelles d’ARNm dans les

images smFISH et des données continues de protéines par immunofluorescence (IF).

Mots-clés : Deep Learning, Analyse d’image, Microscopie de fluorescence, Analyses spatiales



Neural network-based methods for image processing and analysis of fluorescence
microscopy images

Abstract:

The advent of fluorescence microscopy methods make it currently possible to acquire cellular

imaging data on a molecular scale at that in high-throughput fashion. These techniques now

constitute an essential tool for unraveling cellular processes. Thus, microscopy makes it possible

to study cellular phenotypes covering global phenomena such as morphological modifications of

the whole cell and of its components, or the detection of alterations of cellular processes thanks

to the quantification and localization of molecules. In this thesis, we will focus on the use of

computational and mathematical methods to quantitatively analyse fluorescence microscopy

imaging data.

In the first chapter, we study how the use of convolutional neural networks dedicated to the

enhancement of the intensity of fluorescence signal of mRNA spots in microscopy images allows to

automate their downstream detection by conventional tools widely used by the microscopy image

analysis community. In this chapter, we present the DeepSpot deep learning method, and show

that by enhancing the signal of all spots up to the same intensity in all images, regardless of the

contrast, noise or size of the spots, it enables seamless automation of their downstream detection.

In the second chapter, we propose an unsupervised deep learning approach for cell nuclei

signal enhancement. More precisely, we apply style transfer between images of organoids acquired

with low light intensity to images where the nuclei are visibly prominent, without requiring prior

annotation of the images. For this purpose, we implemented a CycleGAN with a custom cost

function dedicated to the signal enhancement of nuclei. We trained this neural network and

evaluated the impact of nuclei signal enhancement on their downstream segmentation, using

conventional methods as well as learning-based methods.

In the third chapter, we present DypFISH, a spatial data analysis library, which provides

quantitative analysis tools to study subcellular localizations of mRNAs and proteins in a statisti-

cally robust manner. In particular, DypFISH introduces techniques that allow joint evaluation of

point data of mRNA in smFISH images and continuous immunofluorescence (IF) protein data.

Keywords: Deep Learning, Image analysis, Fluorescent microscopy, Spatial analysis
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1

Chapitre 1

Introduction

1.1 Contexte scientifique

L’analyse quantifiée des données d’imagerie microscopique par des méthodes informa-
tiques, mathématiques et d’intelligence artificielle est désormais un outil essentiel pour
la compréhension précise des processus cellulaires. Les techniques de microscopie mo-
derne offrent aujourd’hui aux biologistes un moyen robuste et quantitatif d’acquisition de
données de l’imagerie cellulaire à l’échelle moléculaire, et ce, à haut-débit. Ainsi, il est
possible d’obtenir des informations allant de la morphologie des cellules et des noyaux à
la quantification des molécules qui y sont présentes, telles que les ARN messagers et les
protéines de façon localisée. Ces informations sont de plus en plus utilisées pour déchiffrer
les mécanismes moléculaires impliqués dans le fonctionnement cellulaire, mais aussi dans
les dysfonctionnements pathologiques.

Grâce aux progrès apportés par l’automatisation des microscopes et le développement
des sondes fluorescentes, la microscopie optique est désormais devenue une approche com-
plémentaire des technologies “omiques”, telles que la transcriptomique et la protéomique,
en rendant possible la quantification spatio-temporelle des processus biologiques à l’échelle
de la cellule. Ainsi, le screening à haut contenu (HCS) est une approche d’imagerie qui
permet l’étude de phénotypes cellulaires couvrant les phénomènes globaux tels que les
modifications morphologiques de la cellule entière et de ses composants, ou encore la dé-
tection de l’altération des processus cellulaires grâce à la quantification et la localisation
de molécules (voir le schéma de la figure 1.1. L’analyse automatisée de ces données du
phénotype morphologique et du phénotype de localisation et leur quantification rend pos-
sible les stratégies de criblage cellulaire à haut débit pour des applications telles que par
exemple le développement de nouveaux médicaments.

L’émergence de techniques d’acquisition de données de phénotypage cellulaire à haut-
débit en imagerie microscopique rend cruciale l’automatisation des analyses. En effet, les
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tâches classiques telles que la segmentation de cellules et de noyaux, la détection, la quan-
tification et la localisation d’objets ou encore leur tracking sont consommatrices de temps
et souvent source d’erreur si elles sont réalisées manuellement. Naturellement, un grand
nombre de méthodes et d’outils logiciels ont été développés pour répondre à ce besoin
et proposent des solutions automatisées ou semi-automatisées, couvrant des applications
très variées, allant du simple seuillage aux modèles de live-tracking de molécules. Un nou-
veau challenge dans l’application de ces méthodes se présente désormais aux utilisateurs
(chercheurs biologistes), celui du paramétrage optimal de ces algorithmes pour obtenir
des résultats escomptés.

Culture 
cellulaire

Microscopie de 
fluorescence

Features 
morphologiques

Protéines
ARNm
ADN

Morphologie des 
cellules et des noyaux

Quantification 
d'expression

Analyses 
Comparatives

Features 
fonctionelles

Figure 1.1 – Pipeline de microscopie cellulaire de phénotypage à haut
débit. Les cellules sont cultivées dans des plaques contenant de multiples
puits permettant de créer des conditions différentes, avant d’être marquées
par fluorescence, cette fluorescence est ensuite imagée par plaque par le
microscope, permettant d’extraire des informations morphologiques et des
informations sur la localisation des molécules. Ces informations serviront
enfin à l’analyse comparative et quantifiée entre les conditions d’intérêt.

Le développement de l’analyse d’images par apprentissage machine permet de créer
de nouvelles méthodes capables d’apprendre une partie de la diversité des données et
nécessitant donc moins de paramétrage. De ce fait, l’apprentissage profond fournit une
boîte à outils puissante pour répondre au besoin de l’automatisation. Les grandes tâches
que l’on cherche à automatiser grâce aux méthodes d’intelligence artificielle peuvent être
classées en trois catégories principales : (1) la restauration d’images, où l’image en entrée
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est transformée dans une image améliorée en sortie, (2) la segmentation, où l’on cherche
à déterminer les régions ou bien les objets d’intérêt et (3) la quantification, où les objets
sont localisés, classifiés, comptés ou tracés.

Dans cette thèse, nous introduirons les méthodes utilisées au cours des différents cha-
pitres, portant sur les principes généraux, l’acquisition et l’analyse des données de mi-
croscopie de fluorescence ainsi que sur les analyses spatiales de ces données et enfin sur
les méthodes de Deep Learning. Nous nous intéresserons dans un premier temps à ce
comment l’apprentissage par les réseaux de neurones peut être utilisé pour la restaura-
tion d’images en microscopie cellulaire à haut débit et nous étudierons l’impact de cette
restauration sur l’automatisation de la segmentation de noyaux et de la localisation des
spots d’ARN messagers. Nous couvrirons ainsi les deux types d’informations issues de
l’acquisition d’images cellulaires à haut débit, celui de type morphologique et celui de
type fonctionnel. Dans un deuxième temps, nous présenterons comment les informations
ainsi obtenues peuvent être analysées de façon statistiquement rigoureuse pour l’analyse
et la comparaison de phénotypes d’intérêt.

1.2 Microscopie à fluorescence

La microscopie de fluorescence s’est imposée comme une technique fondamentale pour
l’imagerie à haut débit et à fort contraste. Elle utilise des molécules fluorescentes pour
mettre en évidence des régions cellulaires clés. Les images obtenues par microscopie cel-
lulaire à haut débit peuvent provenir d’un large éventail de techniques de microscope,
chacune exploitant à sa manière les principes de l’optique.

Dans cette thèse, nous nous concentrerons sur l’utilisation de l’imagerie de fluorescence
pour mettre en évidence la localisation des ARNm, des protéines, mais également des
structures cellulaires comme les noyaux. Dans cette section, nous détaillerons les principes
des techniques utilisées pour ce faire, telles que l’immunofluorescence, l’hybridation in situ
ou encore la microscopie de molécule unique. Nous nous intéresserons dans un premier
temps aux fondamentaux de la microscopie de fluorescence avant d’aborder ces diverses
techniques d’acquisition des données.

Dans la suite de la section, après avoir couvert les principes généraux de la microscopie
de fluorescence, nous présenterons les méthodes d’acquisition suivantes : (i) la microscopie
confocale pour imager les ARNm et les protéines utilisées dans les chapitres 2 et 4, (ii)
les différentes variantes de microscopie à molécule unique utilisées dans les chapitres 3 et
5 pour imager des noyaux et simuler la diffusion des protéines dans les cellules.
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1.2.1 Principes généraux

Le terme de fluorescence est introduit pour la première fois en 1852 par Sir George
Gabriel Stokes. S’appuyant sur les travaux préliminaires de John Frederick William Her-
schel, il établit que les rayons lumineux produits par fluorescence sont systématiquement
moins réfrangibles que les rayons qui les induisent et il publie cette découverte en 1852.
Ce décalage entre la longueur d’onde d’absorption et la longueur d’onde de fluorescence
sera appelé “déplacement de Stokes” (voir figure 1.2). Il se calcule en faisant la différence
entre le pic d’émission et le pic d’absorption d’un fluorophore. Plus le décalage est impor-
tant, plus il est aisé de différencier les longueurs d’ondes associées à l’excitation et celles
associées à l’émission. Ce principe sera la fondation du développement de la microscopie
de fluorescence dont le principe de base repose sur le marquage d’échantillons par des
molécules fluorescentes, les fluorophores.

Lorsqu’un échantillon est soumis à un laser dans une bande spécifique de longueur
d’onde, ces longueurs d’onde sont absorbées par les fluorophores qui entrent dans un état
d’excitation électronique. En quelques nanosecondes, les fluorophores vont retourner vers
leur état électronique fondamental et cette transition peut alors s’accompagner d’une
émission lumineuse, la fluorescence. L’énergie du photon émis est alors inférieure à celle
du photon absorbé, ce qui se traduit en un décalage de longueur d’onde, le déplacement
de Stokes. Grâce à des filtres optiques tels que les miroirs dichroïques, il est alors possible
de trier les longueurs d’onde spécifiques de la lumière émise par ces fluorophores [93].
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Figure 1.2 – Déplacement de Stokes, le spectre d’émission présente une
longueur d’onde plus élevée que le spectre d’absorption.
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Contrairement à la microscopie classique, où l’échantillon est observé avec la lumière
incidente ou transmise, la différence entre les longueurs d’onde d’excitation et d’émission
permet de bloquer la lumière incidente et d’obtenir une image présentant un contraste
élevé entre l’échantillon et le fond. L’un des principaux avantages de la microscopie à
fluorescence est l’augmentation du signal des structures et des molécules marquées, par
rapport au fond sombre.

1.2.2 Contraintes fondamentales

La microscopie de fluorescence présente cependant des contraintes fondamentales im-
posées par la diffraction et dues au caractère ondulatoire de la lumière, qui sont suscep-
tibles d’impacter la qualité des images acquises.

Limite de résolution
Premièrement, la résolution optique, qui se définit par la capacité d’un système à

distinguer l’image de deux fluorophores séparés par une distance d. Le critère de Rayleigh
permet de définir la distance minimale entre deux points afin qu’ils soient différentiables,
en d’autres termes, de prédire le pouvoir séparateur théorique d’un système optique :
dR = λ/2NA où dR est la distance de Rayleigh, λ est la longueur d’onde de la lumière
d’excitation, généralement un laser, tandis que NA (Numerical Aperture) correspond à
l’ouverture numérique de l’objectif, avec NA = n ∗ sinα où n est l’indice de réfraction du
milieu entre l’objet et l’objectif (n = 1 pour l’air et n = 1, 51 pour l’huile d’immersion),
et α est le demi-angle d’ouverture de l’objectif [93] comme détaillé sur la figure 1.3.

Deux fluorophores sont alors résolus si d > dR, non résolus si d < dR et ils sont dits à
la limite de résolution lorsque d = dR.

Fonction d’étalement du point
Deuxièmement, un autre élément perturbateur peut impacter la qualité des images. Il

s’agit de la fonction d’étalement du point, plus communément appelée PSF pour Point
Spread Function. Il s’agit de la réponse impulsionnelle à une source lumineuse ponctuelle
qui, dans un système optique parfait, correspond au profil de diffraction de l’image. En
microscopie, la PSF définit la relation entre le fluorophore et son image obtenue par le mi-
croscope, l’image consiste alors en une somme de toutes les PSF des sources lumineuses
ponctuelles observées [197]. La PSF peut être modélisée par une tâche d’Airy, plus la
tâche d’Airy est petite, meilleure est la résolution et meilleure sera la qualité de l’image
obtenue. Plus deux objets sont proches et leurs PSF sont étalées, plus leurs PSF vont se
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superposer et empêcher la résolution des sources ponctuelles.

Disque d’Airy résolus Limite de Rayleigh Disque d’Airy non résolus

Point Spread Function (PSF)

Disque d’Airy

Lentille de l’objectifPlan focal
A B

C

Figure 1.3 – (A)La fonction d’étalement du point (PSF) se présente sous
forme d’un disque d’Airy dans le cas d’un système optique parfait. (B)
Mesure de l’ouverture numérique d’un système optique (objectif). (C) Le
critère de Rayleigh permet de définir si deux sources ponctuelles lumineuses
seront résolues par le système optique utilisé pour imager. Adapté de [38].

De ces deux propriétés optiques (limite de résolution et PSF), il découle que la dis-
tance de résolution minimale ne peut être inférieure à la moitié de la longueur d’onde
de la lumière d’excitation. Par conséquent, pour une longueur d’onde de 400 nm, qui est
proche de la limite de ce qui est utilisable en imagerie biologique, la distance de résolu-
tion maximale approximative est de 200 nm, bien qu’en pratique, les aberrations optiques
limitent la résolution du champ large à plus de 250 nm [27].

1.2.3 Modalités de microscopie de fluorescence

Suite aux travaux de Stokes sur la fluorescence, il a fallu attendre 1904 pour la créa-
tion du premier microscope à fluorescence [38, 73]. Ce n’est que bien plus tard avec la
découverte de la GFP isolée à partir de la méduse Aequorea victoria en 1962, puis son
séquençage en 1992, le développement de variant en 1994 et leur utilisation en tant que
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marqueurs, que la microscopie de fluorescence permettra la visualisation simultanée de
plusieurs composants cellulaires dont les ARNm et les protéines.

Diverses modalités de microscopie à fluorescence, que nous allons présenter dans la
suite de ce chapitre, ont fait leur apparition au cours des dernières décennies à la faveur
d’avancées scientifiques et technologiques à la fois sur les marqueurs fluorescents et sur
les systèmes d’acquisition.

Microscope confocal
On peut citer en premier lieu la microscopie confocale, développée et brevetée par

Marvin Minsky en 1957, [40] qui utilise un éclairage ponctuel via un sténopé (pinhole),
placé dans un plan focal conjugué à celui de l’échantillon et du sténopé du détecteur
(d’où l’appellation confocal) et qui ne laisse passer que la lumière émise par le point
focal souhaité, toute lumière en dehors de ce plan est bloquée, ce qui évite de recueillir
la lumière réfléchie ou fluorescente provenant de l’extérieur du point focal, donnant un
avantage en termes de contraste et de bruit de fond. Le microscope confocal permet de
réaliser des sections optiques dans la profondeur du tissu ou de la cellule. La technique
est cependant plus coûteuse et plus complexe à utiliser qu’un microscope classique, aussi
appelé microscope à épifluorescence [27, 123].
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Figure 1.4 – Comparaison des systèmes d’acquisition d’image de fluo-
rescence. Le panneau de gauche présente la microscopie plein champ, le
panneau de droite présente la microscopie confocale de type Laser Scan-
ning.
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Light-sheet
D’autres modalités, comme la microscopie de fluorescence à feuille de lumière (LSFM,

pour Light-Sheet Fluorescence Microscopy) [163], utilisent une fine feuille de lumière pour
exciter uniquement les fluorophores situés dans le volume focal désiré. Les microscopes à
feuille de lumière (LSM) offrent une bonne résolution axiale, limitent le photoblanchiment
et la phototoxicité à la fraction de l’échantillon illuminée et peuvent imager à très haut
débit [164]. Les LSM sont utilisés pour des analyses dans la profondeur de grands échan-
tillons et pour les observations tridimensionnelles (3D). La microscopie à feuille de lumière
se décline sous plusieurs formes, nous citerons ici deux techniques SPIM et soSPIM, cette
dernière étant utilisée au cours de ces travaux pour l’imagerie de noyaux cellulaire.

La microscopie à illumination sélective SPIM, pour Single Plane Illumination Micro-
scope, utilise une feuille de lumière pour éclairer l’échantillon par le côté [69]. Ce type
de microscopie présente un certain nombre d’avantages, comme des acquisitions rapides
et une faible phototoxicité en éclairant sélectivement un seul plan de l’échantillon tout
en capturant le signal de fluorescence à travers un second objectif positionné perpendi-
culairement à la feuille de lumière. Une variante développée par les auteurs de [47] ne
nécessite, elle, qu’un seul objectif, appelée soSPIM, pour Single Objective SPIM. Cette
technique, plus polyvalente, permet l’imagerie 3D de structures biologiques allant de la
cellule unique à l’embryon complet. Elle permet également un plus grand champ de vision
et d’imager des molécules uniques sur une plus grande surface.

SMLM
Pour circonvenir aux contraintes fondamentales et obtenir une résolution suffisante

pour localiser avec précision les molécules, un certain nombre de modalités de microscopie
se concentrent sur la localisation de molécules uniques et sont regroupées sous le terme
générique de Single Molecule Localization Microscopie, SMLM. Il s’agit d’une famille de
techniques d’imagerie qui améliorent considérablement la résolution spatiale par rapport
aux techniques de microscopie de type hybridation in situ qui sont, elles, limitées par la
diffraction (voir l’exemple de la figure 1.5).

La SMLM est usuellement rangée sous la catégorie des techniques de microscopie de
super-résolution aux côtés de la Stimulated Emission Depletion (STED) [61] et de la
structured illumination microscopy (SIM) [150] (voir figure 1.6), qui toutes, permettent
d’obtenir des images de structures biologiques à l’échelle nanométrique. La microscopie
SMLM ayant un ordre de résolution allant de 10 à 20 nm, cela permet d’imager des
molécules distinctes. Contrairement à l’imagerie microscopique standard qui produit des
images sous forme de matrices de pixels (2D) ou de voxels (3D), la SMLM génère un
film d’émissions de fluorophores individuels à partir duquel on peut extraire une liste de
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Figure 1.5 – Illustration de la différence de résolution entre la microscopie
de plein champ à gauche, et la microscopie SMLM de type STORM à droite.
Adapté de [173].

coordonnées, contenant au moins les positions temporelles (x, y) des émetteurs indivi-
duels, souvent complétée par des informations sur l’incertitude de localisation, l’intensité
de l’émetteur ainsi que sur la position axiale (z) [29]. Ceci permet deux utilisations prin-
cipales, l’imagerie à super-résolution (SR) et le suivi de particules uniques (SPT) [110].

La SMLM est basée sur le fait que les coordonnées spatiales des fluorophores peuvent
être déterminées avec une grande précision si leurs PSF ne se chevauchent pas. Pour ce
faire, l’imagerie séquentielle de sous-ensembles aléatoires de fluorophores suffisamment
distants pour que leurs PSF soient bien différenciés est commune à la plupart des tech-
niques de SMLM. Une fois les images acquises, le calcul de la position des fluorophores
se fait par fitting gaussien. Ces techniques sont possibles en grande partie grâce au dé-
veloppement de fluorophores ayant des propriétés permettant de moduler la fluorescence
par photoblanchiment ou par photoactivation, puis de suivre l’évolution de leur intensité
au cours du temps. En induisant la fluorescence de façon stochastique (blinking), il est
possible de localiser individuellement et de façon successive les molécules émettrices. Plu-
sieurs milliers d’images partielles successives sont ainsi acquises avant de procéder à la
reconstruction de l’image globale [79].

Au sein des SMLM, on peut mentionner le Single Particle Tracking (SPT) qui vise
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Microscopie de super-résolution

SMLM 
(10-20 nm)

SIM 
(100-120 nm)

STED 
(20-60 nm)

PALM PAINTSTORM FCSFRAP

Nuages de points 2D/3D pour la localisations des molécules

Figure 1.6 – Classification des méthodes de microscopie de super-
résolution, est indiqué en nanomètre l’ordre de grandeur de la résolution
atteignable par chaque catégorie de systèmes. Adapté de [79].

à observer le mouvement des molécules individuelles puis à déterminer leur trajectoire,
leur vitesse ainsi que leur coefficient de diffusion. Existent également les méthodes par
photoactivation et photoblanchiment, à savoir la PhotoActivation of Fluorescence (PAF)
et la Fluorescence Recovery After Photobleaching (FRAP) qui consiste à photoblanchir
une zone d’intérêt puis à suivre la récupération de la fluorescence dans cette même zone
au cours du temps ; la Fluorescence Correlation Spectroscopy (FCS), qui analyse la dy-
namique moléculaire en corrélant les fluctuations d’intensité. Des approches plus récentes
basées sur la localisation de molécules uniques, telles que la PhotoActivated Localization
Microscopy (PALM) [14] la Stochastic Optical Reconstruction Microscopy (STORM) [143]
et la Point Accumulation In Nanoscopic Topography (PAINT) [34]. Ces techniques dif-
fèrent essentiellement par la manière dont l’activation aléatoire d’un sous-ensemble de
molécules est induite [173].

Un assez grand nombre de méthodes d’analyse d’image peut être appliqué aux images
acquises par SMLM. Ces dernières années les méthodes basées sur le deep-learning ont
pris le pas, on peut citer Deep-STORM [120] et ANNA-PALM [126], DeepLoco [131] ou
encore DECODE [160].
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Imagerie "Live-cell"
Pour mieux comprendre les processus biologiques, capturer les mouvements et les

comportements des cellules vivantes, l’imagerie des cellules vivantes (live-cell) s’est imposé
comme une méthode de choix pour comprendre les processus cellulaires complexes, étudier
les réponses cellulaires à la perturbation de leur environnement et à la modulation des
voies cellulaires ainsi que pour comprendre les comportements des cellules individuelles
ou des populations de cellules.

Pour acquérir des images de cellules vivantes, le principal défi est de minimiser les
dommages causés par la lumière tout en conservant un rapport signal/bruit suffisant.
[43], car une exposition prolongée à la lumière sur des cellules vivantes peut entraîner
une phototoxicité, un photoblanchiment et, par conséquent, la mort cellulaire [165]. Par
ailleurs, il est essentiel de maintenir les cellules dans leurs conditions de croissance opti-
males et d’éviter les éventuelles réactions de stress. À cette fin, de nombreux paramètres
doivent être optimisés afin de trouver un compromis entre la quantité de lumière suffisante
pour imager et la quantité de lumière évitable pour limiter la dégradation des échantillons
vivants.

Pour limiter la phototoxicité, les méthodes de microscopie à faible luminosité (low-
light) font l’objet d’une attention accrue, car elles permettent l’imagerie de cellules sen-
sibles à la lumière sans phototoxicité et sans photoblanchiment des fluorophores. Cepen-
dant, cela se fait au détriment du contraste des images acquises [80].

Les images résultant de ces diverses méthodes d’acquisition sont des matrices discrètes
reflétant l’intensité lumineuse de l’échantillon capturée par le microscope. Elles peuvent
être bidimensionnelles (x, y) ou tridimensionnelles (x, y, z), z étant alors la dimension dans
la profondeur de l’échantillon étudié. Dans ce dernier cas, on parle couramment de “stack”
d’images, c’est-à-dire une pile d’images bidimensionnelles. Les images sont généralement
encodées sur 8, 10 ou 12 bits, soit respectivement des intensités de pixels de 256, 1024
et 4096 niveaux de gris possibles [159]. Si plusieurs signaux provenant de fluorophores
de couleurs différentes sont acquis en même temps, par exemple en 8 bits, l’image totale
contiendra un canal pour chaque couleur.
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1.3 Acquisition et analyse de données de microscopie à

fluorescence

Dans cette section, nous introduirons les techniques qui ont servi à produire les données
utilisées dans cette thèse.

Premièrement, nous présentons l’hybridation in situ à molécule unique (smFISH) ser-
vant à marquer par fluorescence les ARN messagers pour quantifier l’expression de gènes
dans une cellule. En effet, dans le chapitre 2 nous nous intéresserons à la façon de dépas-
ser les limitations de cette technique en mettant en place une méthode de rehaussement
du signal de fluorescence lié aux ARNm pour permettre une meilleure détection. Dans le
chapitre 4 nous en tirerons profit pour l’analyse spatiale de l’expression des gènes.

Deuxièmement, nous introduirons l’immunofluorescence (IF), qui permet de marquer
par fluorescence des protéines cibles afin de les quantifier. Ainsi la conjonction de données
smFISH et IF nous permettra dans le chapitre 4 d’appliquer des analyses de colocalisation
spatiales ARN-protéine en vue de caractériser des processus cellulaires.

Pour ces deux modalités, nous expliquerons comment sont acquises les images, quelles
sont leurs particularités et quels sont les algorithmes couramment utilisés pour en extraire
de l’information.

Enfin, nous aborderons le marquage par fluorescence des noyaux cellulaires ainsi que
les méthodes utilisées pour segmenter les images résultantes.

1.3.1 smFISH : Marquage par fluorescence pour mesurer l’ex-

pression des gènes

L’hybridation in situ fluorescente à molécule unique (smFISH) s’est imposé comme la
méthode préférentielle pour mesurer l’expression des gènes grâce à sa capacité à détec-
ter des transcrits individuels au sein de cellules uniques et donc permettre des analyses
quantitatives [177]. Elle repose sur le principe d’hybridation des acides nucléiques, selon
lequel deux brins complémentaires d’acides nucléiques s’hybrident facilement l’un à l’autre
dans les conditions appropriées pour former un duplex ARN-ARN ou ADN-ADN, appelé
hybride. La smFISH utilise de nombreuses sondes oligonucléotidiques courtes portant un
fluorophore, pour cibler différentes régions du même transcrit ARNm (voir figure 1.7) et
ainsi atteindre la résolution suffisante pour imager des molécules uniques [135].

Différentes modalités de smFISH ont été développées, toutes néanmoins se basent sur
un processus commun [44, 136, 194]. Pour certains types d’échantillons, la première étape
est la décontraction, un signal smFISH peut être obscurci ou rendu inutilisable s’il est
masqué par une morphologie contractée. Suite à cela, viennent les étapes suivantes.
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Cellule standard

ARNm

20-40 sondes spécifiques marquées par un seul 
fluorophore

Figure 1.7 – smFISH : l’hybridation de multiples sondes fluorescente sur
un ARNm cible permet de visualiser la répartition d’un type d’ARNm dans
la cellule.

— La fixation de l’échantillon Cette étape va permettre de figer la cellule ou le
tissu dans l’état souhaité.

— La perméabilisation Les parois membranaires des échantillons sont généralement
perméabilisées à l’aide d’un détergent pour permettre une bonne pénétration des
réactifs d’hybridation. C’est une étape cruciale ou l’intégrité de l’échantillon peut
être dégradée. Dans le cas de DNA-FISH cette étape est suivie par une étape de
dénaturation de l’ADN afin de permettre l’hybridation.

— L’hybridation entre les sondes et leurs cibles Deux méthodes de marquage
existent, le marquage direct et le marquage indirect. Pour le marquage indirect, les
sondes sont marquées avec des nucléotides modifiés qui contiennent un haptène,
alors que le marquage direct utilise des nucléotides qui ont été directement modifiés
pour contenir un fluorophore [194]. Les sondes fluorescentes ont usuellement une
taille comprise entre 20 et 50 nucléotides et embarquent un nombre variable de
fluorophores [135]. Afin d’optimiser la sensibilité et la spécificité des marqueurs,
les plus récentes variations utilisent de courtes séquences avec peu de fluorophores,
mais en plus grand nombre, ce qui permet une détection et une quantification plus
robuste des transcrits [55, 44, 25].

— Le lavage post-hybridation L’objectif est de séparer les hybrides non spécifiques
et d’éliminer les sondes non liées au tissu afin de minimiser le bruit de fond [176].

Une étape finale de clarification des tissus peut être réalisée avant d’imager, pour éviter
la diffusion de la lumière dans le tissu [138].

La technique FISH présente plusieurs limites. D’une part, comme les cellules sont
fixées, smFISH ne peut pas être utilisée pour l’analyse temporelle de l’expression des
gènes dans la même cellule (live-imaging) [55]. D’autre part, le faible nombre de marqueurs
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fluorescents séparables (généralement environ cinq canaux dans le spectre visible) limite
considérablement le nombre d’espèces d’ARNm qui peuvent être sondées simultanément,
généralement de 1 à 4 gènes par expérience [24]. Par ailleurs, comme tous les ARNm
que l’on souhaite imager doivent être illuminés en même temps, cela constitue une limite
dans la densité possible d’ARNm, car chaque molécule doit être distincte de ses molécules
voisines pour être détectée de manière fiable.

Images issues de smFISH
Les images acquises en smFISH sont des images en niveaux de gris, avec un signal

blanc sur fond noir. Le signal est constitué par les fluorophores qui se sont hybridés avec
un ARNm cible (voir figure 1.7) et ils se visualisent sous forme d’un point, car la plupart
des ARNm sont plus petits que la limite de diffraction. Dans l’image, chaque ARNm est
représenté par sa PSF, occupant quelques pixels sur l’image. L’arrière-plan, lui, se présente
sous la forme d’un fond sombre, plus ou moins bruité, d’une part, par la diffraction de
la lumière émise par les fluorophores hybridés dans les diverses structures cellulaires ou
par l’autofluorescence de certains composants cellulaires tels que les mitochondries [118],
d’autre part par l’hybridation non spécifique des fluorophores sur d’autres ARNm ou
protéines non ciblés [117] tel que présenté sur la figure 1.8.

Noyau

Cellule

Mitochondries 
autofluorescentes

Hybridation non 
spécifique

Hybridation 
spécifique

Figure 1.8 – Lors de l’acquisition des images, des photons sont émis par les
organites autofluorescent tels que les mitochondries, mais également par des
sondes fluorescentes hybridées de manière non spécifiques sur des ARNm
non ciblés.
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La définition des images résultantes dépend du microscope, plein champ ou confocal,
ainsi que du capteur qu’il embarque. Les images de microscopie confocale issues de pho-
tomultiplicateurs peuvent avoir des pixels de très petite taille, environ 10 fois plus petits
que ceux des caméras CCD [20]. La plupart des caméras CCD de qualité scientifique ont
des pixels qui ont généralement 6 à 7µm de côté. Ceci peut impacter la qualité finale de
l’image, car plus les pixels sont fins, meilleure sera la définition. Cependant, cela implique
que moins de photons émis sont captés par pixel et donc un rapport signal sur bruit plus
bas [159]. Dans le cas des images 3D, la dimension z des voxels est généralement bien plus
élevée, car elle est définie par la capacité du microscope à faire des coupes optiques dans
la profondeur de l’échantillon [15].

Challenges pour l’analyse d’images issues de microscopie smFISH
Nous présentons ici les principales caractéristiques des images acquises par smFISH

ainsi que les difficultés qu’elles présentent lors de leur analyse.
Dans la plupart des cas, la fluorescence résultant des sondes liées à chaque copie d’un

ARNm dépasse largement le bruit de fond. Cependant, en fonction de l’échantillon et des
conditions expérimentales, le rapport signal sur bruit peut être bas, ce qui rend difficile un
certain nombre d’applications telles que le multiplexage ou la détection en aval de petits
ARNm trop courts pour accueillir suffisamment de fluorophores. Enfin, le bruit de fond
est généralement plus prononcé dans les tissus complexes [117].

Outre la résolution spatiale limitée par la diffraction, une autre source importante
d’aberrations introduites dans le processus d’imagerie est le bruit photonique intrinsèque,
qui résulte de la nature aléatoire de l’émission des photons. Le bruit des photons (bruit
de Poisson), qui dépend de l’électronique du détecteur, peut être réduit uniquement en
augmentant l’intensité lumineuse ou le temps d’exposition. Cependant, l’augmentation de
l’intensité lumineuse dans le but d’améliorer la qualité de l’image entraîne un affaiblisse-
ment permanent du signal fluorescent en raison du photoblanchiment [191].

Enfin, pour la plupart des microscopes, l’illumination ainsi que l’efficacité de la récep-
tion du signal n’est pas uniforme sur tout le champ de vision, c’est le cas par exemple
du vignettage qui induit une perte de signal fluorescent sur les bords de l’image. Ceci
implique une efficacité de la détection également non uniforme sur les différentes parties
de l’image acquise [17].

La difficulté dans l’analyse de grands volumes d’images smFISH réside alors dans leur
variabilité en termes de bruit de fond, d’intensité et de qualité de l’image en général et
des spots en particulier [39].
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Méthodes de détection de spots dans les images smFISH
L’analyse quantitative des données smFISH implique la détection de nombreuses sources

ponctuelles de lumière, usuellement dénommées comme “spots”. En vision par ordinateur
(computer vision), les spots se définissent assez simplement, comme des régions de l’image
nettement plus claires ou plus sombres que les pixels alentour [82] et comportant un ex-
tremum local [95]. Dans le cas de la fluorescence, son étendue spatiale peut se limiter à
la figure de diffraction de la source lumineuse.

Le processus courant de la détection de spots dans les images de microscopie consiste
à débuter par une étape de débruitage, puis une étape de rehaussement du signal pour
terminer par l’étape de seuillage qui permet à proprement parler de détecter les spots
[158], comme illustré sur la figure 1.9.

Image bruitée Réduction du bruit Rehaussement du 
signal

Détection du signal

Figure 1.9 – Processus classique de détection de spots dans des images de
microscopie. L’image est d’abord débruitée pour enlever le bruit de photon,
l’image résultante est filtrée pour rehausser le signal d’intérêt avant d’être
seuillée pour extraire les informations de localisation du signal. Adapté de
[158].

L’étape de rehaussement du signal peut faire appel à des algorithmes classiques (filtres,
morphologie, soustraction des bruits de fond, ondelettes), ou bien des algorithmes de
machine learning, supervisés ou non.

La majorité des outils de détection de spots en smFISH utilise l’opérateur mathé-
matique qu’est le Laplacien de Gaussien (LoG), aussi appelé filtre de Marr ou chapeau
mexicain [135, 52, 121, 145, 5, 82, 72]. Par rapport à d’autres méthodes d’acquisition
d’images, la méthode de déconvolution du signal par la PSF théorique ou réelle du micro-
scope est peu utilisée pour le traitement des images smFISH, car elles ont un fort bruit de
fond prépondérant par rapport à la PSF. Le filtre Laplacien est un filtre détecteur de bord
utilisé pour calculer les dérivées secondes d’une image, mesurant la vitesse à laquelle les
dérivées premières changent. Cela détermine si un changement dans les valeurs de pixels
adjacents provient d’un bord ou d’une progression continue [82]. Le filtre Laplacien étant
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très sensible au bruit, on applique au préalable un filtre Gaussien pour lisser le bruit. Plus
formellement, étant donné un pixel (x, y), le Laplacien, dans un système de coordonnées
cartésiennes bidimensionnelles, se définit par la somme des dérivées partielles secondes
d’une divergence de gradient a deux dimensions :

∇2 = ∂2

∂x2 +
∂2

∂y2

∂2f
∂x2 = f(x+ 1) + f(x− 1)− 2f(x) → [1;−2; 1]

∂2f
∂y2

= f(y + 1) + f(y − 1)− 2f(y) →




1

−2

1




Dans le cas d’une image, il n’est pas possible de calculer directement la dérivée seconde,
car les pixels d’une image sont discrets, il faut alors l’approcher en utilisant l’opérateur
de convolution. Dans ce cas, l’opérateur laplacien discret est construit en combinant deux
filtres de dérivée seconde à une dimension, en un seul à deux dimensions :

0 0 0
1 -2 1
0 0 0

+
0 1 0
0 -2 0
0 1 0

=
0 1 0
1 -4 1
0 1 0

Cet opérateur peut être combiné avec un filtrage Gaussien pour obtenir le Laplacien
de Gaussien (LoG). La combinaison des deux opérateurs de convolution donne alors le
kernel LoG tel que présenté sur les matrices 3×3 ci-dessus. Ce filtre appartient à la grande
famille des ondelettes ou wavelets.

0 0 0

1 -2 1

0 0 0

0 1 0

0 -2 0

0 1 0

0 1 0

1 -4 1

0 1 0

1 2 1

2 4 2

1 2 1

0 0 -1 0 0

0 -1 -2 -1 0

-1 -2 16 -2 -1

0 -1 -2 -1 0

0 0 -1 0 0

Laplacien 
vertical

Laplacien 
horizontal

Laplacien Gaussien 

LoG 

Filtres

Image 
d’entrée

Figure 1.10 – Exemple de détection de spot par le filtre LoG. Les filtres
Laplacien sont combinés avec un filtre Gaussien pour donner un filtre La-
placien de Gaussien.
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Dans les méthodes hors apprentissage, on peut également citer l’utilisation des onde-
lettes multi-échelles [30, 134, 124]. Ces méthodes se basent sur l’idée que les spots seront
présents à chaque échelle de décomposition en ondelettes et apparaîtront donc dans le
produit multi-échelle. De nombreuses autres méthodes hors machine learning s’attaquent
à la détection de spots en microscopie, les revues suivantes dressent un tableau assez
complet de la situation [10, 101, 158].

Il existe assez peu de méthodes utilisant des algorithmes de Deep Learning pour loca-
liser les spots dans les images smFISH, on peut néanmoins citer deepBlink [115].

Méthodes de détection et quantification des spots
La détection des spots se fait majoritairement par segmentation, le plus souvent par

seuillage binaire. Les méthodes les plus utilisées sont le seuillage d’Otsu ou la ligne de
partage des eaux (watershed). Otsu est un seuillage de type automatique, qui calcul la
variance intraclasse pour tous les niveaux de gris possibles dans l’image. Le seuil optimal
est alors celui qui obtient la plus haute variance. Dans la segmentation par watershed, une
image est considérée comme un paysage topographique avec des crêtes et des vallées. Les
valeurs d’élévation du paysage sont généralement définies par les valeurs de gris des pixels
respectifs ou par l’amplitude de leur gradient. Le watershed transforme alors l’image en
bassins versants, et pour chaque minimum local, un bassin versant comprend tous les pixels
dont le chemin de descente le plus accentué se termine à ce minimum. La transformation
en bassin versant décompose complètement une image et attribue donc chaque pixel un
bassin versant, c’est-à-dire une région [133].

La quantification peut se présenter sous deux formes : (i) la localisation précise de
chaque spot, dans ce cas, le centre de masse est calculé pour chaque région obtenue, ce qui
permet d’obtenir une coordonnée (x, y) que l’on utilise généralement comme coordonnées
de localisation du spot, (ii) les spots sont comptés sans pour autant que l’on connaisse
leurs coordonnées, permettant néanmoins de quantifier l’expression des gènes.

1.3.2 Immunofluorescence

L’immunofluorescence (IF) est une technique qui permet de détecter de très nombreux
composants dans les cellules ou les tissus en se basant sur les antigènes de la cible. Il
peut s’agir de protéines, d’hormones, de composés médicamenteux, etc. Cette capacité
est obtenue par des combinaisons d’anticorps spécifiques marqués par des fluorophores.
Elle peut être réalisée sur des cellules cultivées ou des suspensions cellulaires, ainsi que
sur des cibles spécifiques, dans des échantillons de tissus ou encore sur des organismes
entiers.
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Tout comme pour la technique smFISH, plusieurs étapes sont nécessaires avant de pou-
voir imager les échantillons, notamment la fixation [45], le paraffinage [41] et le blocage, qui
prévient le marquage non spécifique. Vient ensuite l’étape de marquage proprement dite,
qui peut être directe si les fluorophores sont directement fixés aux anticorps primaires,
ou indirecte si le fluorophore est fixé sur un anticorps secondaire [156], comme présenté
sur la figure 1.11. Cette seconde méthode permet en théorie d’avoir un meilleur rapport
signal sur bruit, car plusieurs anticorps secondaires peuvent reconnaître un anticorps pri-
maire, donnant ainsi lieu à une amplification du signal de fluorescence. On peut également
mentionner les méthodes d’amplification du signal par multiplexage, qui utilisent des an-
ticorps secondaires capables de conjuguer plusieurs fluorophores [71]. Enfin, une étape de
lavage permet de supprimer la majorité des liaisons non spécifiques susceptibles d’ajouter
du bruit de fond à l’image.

Protéine

Antigène

Anticorps

Fluorophore

Immunofluorescence 
Directe

Immunofluorescence 
Indirecte

Marquage 
directe

Anticorps
primaire

Anticorps 
secondaires

Marquage 
indirecte

Figure 1.11 – Illustration des deux techniques principales d’immunofluo-
rescence, à droite l’immunofluorescence directe ou l’anticorps portant le
fluorophore cible directement un antigène, à gauche l’immunofluorescence
indirecte ou un anticorps primaire sert d’attache à l’anticorps secondaire
portant la fluorescence. Adapté de [71]

Les images sont généralement acquises via des microscopes confocaux et les images
obtenues par IF peuvent présenter une plus ou moins grande densité de signal, homogène
ou moucheté [156] (voir figure 1.12).
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Méthodes de quantification du signal dans les images d’immunofluorescence
Contrairement à l’imagerie smFISH, la détection du signal de chaque molécule est

rarement possible du fait de haut taux de fluorescence (sauf en SMLM), la mesure du
taux d’expression se fait alors en quantifiant l’intensité lumineuse [21]. Cette tâche est
généralement réalisée manuellement ou à l’aide de scripts maison et il existe assez peu
d’outils spécifiquement développés pour quantifier cette tâche, on peut cependant citer
EzColocalization [162] et AIABS [21]. Les features que l’on cherche à extraire sont des
intensités, des régions de haute densité formant des blobs (région plus claire que le voisi-
nage avec, au moins, un maximum local et dont la taille peut être assez variable). Sur la
base de ces informations, il est possible de faire des analyses de distance ou de clustering
entre régions plus ou moins denses ou encore entre images entières afin de caractériser des
morphotypes [62].

Fluorescence homogèneFluorescence mouchetée

Figure 1.12 – Exemple d’acquisition d’image d’immunofluorescence, a
droite une fluorescence mouchetée, car la densité de la protéine cible
est faible, à gauche une fluorescence homogène, car la densité de pro-
téine cible est élevée. Photos réalisées au Centre Hospitalier Lyon-Sud
https://www.memobio.fr/

1.3.3 Marquage par fluorescence des noyaux cellulaire

Pour rendre les noyaux visibles par fluorescence, la méthode préférentielle est d’utiliser
le DAPI, un fluorophore qui se lie fortement à l’adénine (A) et la thymine (T), présente
en abondance dans le noyau. Le DAPI absorbe la lumière dans l’ultraviolet (358 nm) et
à un maximum d’émission dans le bleu à 461 nm [169].

https://www.memobio.fr/html/immu/im_au_pho.html
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Segmentation des noyaux
La détection et la segmentation des noyaux cellulaires dans les images de microscopie à

fluorescence constitue souvent une des premières étapes de l’étude des profils d’expression
cellulaire. Il s’agit de segmenter non plus des spots, mais plutôt des régions d’une image,
plus larges, qui partagent des caractéristiques communes.

Le niveau de difficulté de la détection d’un noyau unique dans une image varie consi-
dérablement en fonction des cas. Dans les cas les plus simples, les noyaux présentent
un contraste élevé et sont spatialement bien séparés. Dans d’autres cas, la segmentation
est moins évidente, par exemple dans les images ou les noyaux se superposent dans la
profondeur de l’échantillon, ou si le contraste est faible et les contours flous [64].

La segmentation des noyaux peut être divisée en deux types d’approches : celles uti-
lisant de l’algorithmie classique et celles utilisant du Deep Learning.

Approches classiques
Dans les méthodes classiques, viennent en premier lieu les seuillages [92], qui sup-

posent que les intensités respectives des noyaux et du bruit de fond soient suffisamment
uniformes pour qu’il existe un seuil optimal permettant de séparer les noyaux entre eux.
Des seuillages multiples sont également utilisés [16], cela permet, avec différentes valeurs
de seuillage, de définir un jeu de régions redondantes à différents niveaux, correspondant
aux noyaux, supposant là encore une certaine uniformité dans l’intensité des noyaux et
du bruit de fond. On retrouve également des approches par détection de bords [181] utili-
sant des dérivées du premier ou second ordre (LoG, filtre de Canny), supposant un bruit
de fond faible et que les bords des noyaux soient nets, ce qui, en fonction de l’expéri-
mentation, n’est pas toujours le cas. Viennent ensuite les approches par segmentation en
régions ou le principe consiste à associer les pixels voisins partageant des caractéristiques
communes. Les plus utilisées sont, ici encore, le watershed et la croissance en région [103,
175, 53].

Approches par Deep Learning
La majeure partie de la littérature actuelle, au sujet de la segmentation des noyaux,

repose sur l’utilisation d’algorithmes d’apprentissage de type Deep Learning. Pionnier en
la matière, le U-Net [140] utilise un réseau de type d’encodeur-décodeur doublé de “skip
connections” qui lui permettent de propager une information spatiale dans le réseau, en
plus de l’information sémantique obtenue par l’encodeur. Cette architecture, nécessitant
peu de données d’entraînement, facile à mettre en œuvre et généralement assez robuste, a
donné d’excellents résultats pour les cas les moins complexes et a été adaptée avec succès
à beaucoup d’autres domaines de l’imagerie biomédicale. À ce stade, on peut considérer
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deux types d’architectures majoritairement utilisées pour la détection de noyaux, celles
se basant sur le U-Net, et celles se basant sur l’architecture Mask R-CNN, ce dernier
utilisant un système de bounding-box pour localiser puis segmenter les noyaux.

Dans la première catégorie se trouvent des méthodes se voulant génériques à la détec-
tion de cellules et de noyaux, tels que StarDist [153], qui utilise un U-Net pour apprendre à
détecter les polygones convexes de type partie étoilée, ainsi que CellPose [166] qui pour sa
part apprend à un U-Net à prédire des gradients de cartes typologiques de type watershed,
des images de noyaux.

Dans la seconde catégorie, se trouve une méthode dédiée à la détection de noyaux, Nu-
cleAIzer [63], qui entraîne un Mask R-CNN à créer des bounding-box autour des noyaux
puis à les segmenter. Ce réseau nécessite que les images soient au préalable redimension-
nées afin d’obtenir des noyaux ayant tous une taille équivalente.

Enfin, les auteurs de [180] ont entraîné deux réseaux de neurones, un U-Net et un
Mask R-CNN, afin de retenir comme segmentation, l’intersection des deux segmentations
prédites.

Enfin, une approche qu’il convient de mentionner ici, qui ne fait cependant pas directe-
ment parti de la famille des outils de segmentation, mais plutôt des outils de restauration
d’image, est CARE [188]. En utilisant des paires d’images de noyaux cellulaires acquises
en même temps, mais avec deux illuminations différentes, une de faible intensité et une de
haute intensité, CARE, avec un réseau de neurone basé sur le U-Net, permet de restau-
rer le signal des noyaux acquis avec une faible luminosité. Cette technique a été ensuite
généralisée aux tâches de débruitage, de projection de surface et de super-résolution.
Très performante et proposant aujourd’hui, sous le nom de CSBDeep, une boite à outils
comportant des modèles pré-entraînés pour les tâches mentionnées précédemment, cette
méthode souffre de quelques inconvénients. Premièrement, elle n’est pas généralisable aux
très petites structures comme les spots [188]. Deuxièmement, elle nécessite au préalable
l’acquisition de jeux de données pairées, et donc d’acquérir des images à la fois dans la
condition de départ et dans celle que l’on souhaite obtenir (basse et haute résolution,
par exemple). Ceci peut constituer une forte limitation, car l’acquisition de tels jeux de
données n’est pas souvent possible.
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1.4 Analyses spatiales et statistiques pour la microsco-

pie de fluorescence

La compréhension de types et d’états cellulaires est essentielle pour le progrès dans la
connaissance du rôle des cellules dans l’émergence de phénotypes d’intérêt. Traditionnelle-
ment, des techniques telles que l’immunohistochimie, la cytométrie de flux et les méthodes
morphologiques sont utilisées pour identifier les types de cellules [137]. Plus récemment,
les technologies de séquençage de cellules individuelles (single cell), permettent d’obtenir
des informations sur les profils d’expression de cellules individuelles, caractérisant ainsi
leurs types et leurs fonctions [200].

Avec le développement très récent de la transcriptomique à résolution spatiale [112]
puis des autres "omics" a résolution spatiale à l’échelle de tissus, il est aujourd’hui possible
d’étudier la distribution de différents types cellulaires en observant la localisation des
ARNm et des protéines sur les coupes de tissus [48]. De façon encore plus fine, la position
des molécules dans une cellule donnée, peut fournir des informations utiles pour définir
l’état cellulaire, la fonction de la cellule [189] et, finalement, la fonction du gène observé
[65] au sein d’un type cellulaire particulier.

Un certain nombre de découvertes biologiques ont été rendus possibles grâce aux ana-
lyses de localisation. Nous citons par exemple le clustering de certaines protéines du
noyaux telles que les protéines de liaison CCCTC et les complexes protéiques du groupe
Polycomb, à propos desquelles il a été établi l’importance de cet état cellulaire dans l’orga-
nisation du génome et dans la régulation de la transcription et dont la perturbation peut
provoquer des troubles neurologiques du développement [90]. Un autre exemple est la lo-
calisation clusterisée mais distincte des récepteurs T-cell (TCR) et des linker d’activation
des T-cell (LAT) qui deviennent colocalisées lors de l’activation des T-cell [90]. Enfin, la
traduction locale d’un ARNm en la protéine correspondante est connu être un phénomène
important pour un grand nombre de fonctions cellulaires dans les cellules neuronales [66].

Des mécanismes régulant la localisation des ARNm ont été observés, le plus évident
concerne le transport des ARNm le long du cytosquelette, qui peut être soumis a des
contraintes pour favoriser ou empêcher le déplacement de transcrits vers certaines régions
[147]. Un second mécanisme observé, appelé diffusion-trapping permet de faire diffuser les
molécules dans la cellule jusqu’à une région spécifique où elles seront alors ancrées [86].
Enfin, des exemples de localisation sélective ont également été observés, le transcrit est
alors soumis à des mécanismes de restriction qui l’adressent à une région spécifique tout en
lui empêchant l’accès à d’autres régions de la cellule [70]. Ces différents mécanismes ne sont
pas mutuellement exclusifs et peuvent agir simultanément pour définir une localisation



24 Chapitre 1. Introduction

spécifique d’un transcrit donné [96, 171].
L’acquisition de données à haut débit par les techniques de phénotypage cellulaire en

imagerie de microscopie (souvent par SMLM), donne la possibilité d’étudier les différences
entre les états cellulaires définis par la localisation de molécules, de façon systématique.
Il devient alors possible d’établir si les distributions de molécules suivent différents motifs
entre deux conditions (par exemple avec ou sans administration d’une drogue), ou si deux
molécules différentes se trouvent colocalisées, et ce, de façon statistiquement robuste [90].

De manière générale, toute analyse spatiale peut être divisée en trois étapes princi-
pales :

1. L’identification des régions à analyser,

2. La mesure du signal que l’on cherche à analyser ainsi que son affectation aux
régions,

3. Application sur ces mesures des analyses statistiques et comparatives.

Dans cette thèse, nous nous intéresserons à deux types de signaux, (i) les signaux
discrets, comme c’est le cas du signal des ARNm dans les images smFISH ; (ii) les signaux
continus, comme le signal protéique issu des images d’immunofluorescence. Dans cette
section, nous présentons les bases des analyses spatiales et leurs applications aux statis-
tiques spatiales pour la corrélation de signaux discrets et continus, que nous utiliserons
plus en détail dans le chapitre 4 de cette thèse.

1.4.1 Fondements de l’analyse spatiale

Les premières méthodes d’analyses spatiales ont été développées pour d’autres do-
maines tels que la géographie. Les premiers travaux remontent aux années 1820 et 1830
en France où des mathématiciens (Charles Dupin), agronomes (Adolphe d’Angeville), cri-
minologues (André-Michel Guerry), statisticiens (Adolphe Quetelet) établirent ce qu’on
dénommera plus tard comme les "statistiques spatiales de la morale de France", portant
sur l’instruction, la criminalité, la mortalité, le recensement de la population. Les statis-
tiques spatiales seront également appliquées et développées pour l’analyse des cartes de
la ville de Londres lors de l’épidémie de choléra de 1854 par John Snow [155].

Grille de lecture
La première étape, lors de l’établissement de statistiques spatiales, est de considérer

la région qui va être étudiée ainsi que son potentiel découpage en sous-régions. Dans les
travaux cités précédemment, il pouvait s’agir de couper des cartes par région, département,
arrondissement, quartier, etc.
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Une zone étudiée peut être considérée dans son ensemble (une carte entière, une image
entière) ou bien être morcelée pour établir des statistiques plus fines. Le découpage ne
suit pas nécessairement de règle précise, il dépend essentiellement de la donnée observée
et de l’information que l’on cherche à obtenir. Le découpage peut se faire en régions
disjointes (des îles dans un océan, des cellules dans une images) ou en tesselation, c’est-à-
dire un découpage intégral, sans lacune et sans superposition. Le découpage s’effectue en
régions qui peuvent prendre de nombreuses formes, cadrans, carrés, polygones, iso-lignes,
diagramme de Voronoï, etc (voir figure 1.13). et qui n’ont pas nécessairement besoin d’être
uniformes. Une région peut également être encore découpée en régions plus petites pour
créer différentes mailles d’analyse (système particulièrement utilisé dans la construction
des modèles de météorologie).

Grille uniforme Grille uniforme 

Grille uniforme 
aléatoire

Grille non
uniforme

Figure 1.13 – Le cadre de lecture d’une analyse spatiale peut être choisi
de façon très diverse en fonction de ce que l’on cherche à étudier. Il peut
s’agir d’un découpage intégral uniforme (cadres du haut) ou non uniforme
(cadre en bas à droite), placé aléatoirement (cadre en bas à gauche) ou non
aléatoirement.

La difficulté du découpage en régions réside alors essentiellement dans le choix de la
forme et du nombre de cadrans afin de pouvoir capturer les nuances dans la distribution
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spatiale entre les différentes images.
Une contrainte supplémentaire s’ajoute lorsque l’on souhaite analyser des images de

cellules, celle de l’alignement des images. En effet, pour comparer deux cartes d’une ville
par exemple, il est assez aisé de les superposer avec l’aide des points cardinaux et de
repères physiques. Les cellules n’ont pas de points cardinaux, et pas systématiquement
de repères morphologiques uniformes d’une cellule à l’autre qui permettraient de les ali-
gner aussi aisément qu’une carte géographique. Dans ce cas, soit le découpage doit se
concentrer sur des régions comparables (cellules entières, noyaux, organites particuliers),
soit il est nécessaire de définir des points de comparaisons possibles au regard d’une ques-
tion biologique. Les repères les plus utilisés sont le noyau, la membrane plasmique et s’y
ajoutent parfois d’autres biomarqueurs ainsi qu’une direction de polarisation [25].

1.4.2 Analyses spatiales du premier ordre

Quantification
La statistique la plus évidente est la quantification du signal, souvent désignée comme

la mesure d’abondance. Dans le cas des données basées sur les coordonnées des points
(comme c’est le cas des spots d’ARNm), il s’agit d’une simple somme de tous les points
contenus par région ou par cadran. Cette mesure, bien que basique, est souvent la première
que l’on cherche à extraire, car elle donne une idée très générale du taux d’expression
d’un gène. Pour les signaux continus (comme c’est le cas pour les protéines), la mesure
correspondante sera la somme de toutes les intensités, donnant également une idée très
générale du taux de protéines.

L’analyse de motifs ponctuels comporte d’autres mesures élémentaires, comme le point
moyen (mean center), correspondant à la moyenne des valeurs des coordonnées (x, y) des
points, donnant une idée de la tendance centrale de la distribution des points. La distance
standard, elle, permet de mesurer la dispersion des points autour du point moyen, elle se
définit comme suit :

d =

√∑n
i=1(xi − µx)2 +

∑n
i=1(yi − µx)2

n
(1.1)

où µx et µy sont les coordonnées du point moyen, xi, yi sont les coordonnées d’un point
i donné et n le nombre total de points. Ceci permet de mesurer le degré de dispersion,
mais ne permet par de montrer un quelconque effet directionnel dans la distribution des
points. Pour pallier ce problème, une variante de la distance standard est la distribution
directionnelle ou l’ellipse de l’écart standard. Dans le cas de données bidimensionnelles,
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l’écart-type est calculé séparément pour chaque axe et permet de définir un axe long et
un axe court tout en montrant la dispersion des points le long de ces deux directions.

Densité
Outre les mesures de quantification, des mesures basées sur la densité permettent

d’étudier les variations de densité de points dans l’espace. Les mesures de densité peuvent
être divisées en deux catégories : la densité globale et la densité locale. La densité globale
fait référence au rapport entre le nombre de points observés et la taille de la zone d’étude
entière et n’est calculée qu’une fois, à l’aide de l’équation suivante :

λ =
n

a
(1.2)

où n est le nombre de points observés et a, l’aire de la région étudiée.
La densité globale fournit une mesure unique de la densité de points dans l’ensemble de

la zone d’étude, mais elle ne permet pas de saisir les variations locales. La densité locale, en
revanche, montre des densités de points variables à différents endroits de la zone d’étude,
en utilisant également l’équation 1.2 avec a correspondant à l’aire de la sous-région où les
points ont été comptés. La mesure est appliquée alors sur tout ou partie des sous-régions
(voir figure 1.14 pour exemple).

Dans le cas du signal continu, la mesure équivalente est la moyenne des intensités sur
la région étudiée.

Une autre approche pour mesurer la densité est l’estimation par noyau (kernel density),
qui est une mesure de densité par fenêtre glissante. Là encore, la mesure se fait par cadran,
mais les cadrans sont recouvrants. Le résultat est une grille de valeurs de densité ou chaque
cellule se voit attribuer la valeur de densité calculée pour la fenêtre du noyau centrée sur
cette cellule, à la manière d’une convolution.

La densité est utilisée en bioimagerie, cependant au sein d’une population de cel-
lules, le volume peut considérablement varier, ce qui implique que la densité doit fluctuer
également d’une cellule à l’autre. Toutefois, il a été montré que de nombreuses espèces
différentes d’ARNm au sein d’une lignée cellulaire présentent une densité constante pour
des écarts de volume allant jusqu’à 6 fois [127]. De même, il a été montré que les cellules
quiescentes et sénescentes conservent également la même densité, malgré les changements
dans le nombre moyen d’ARNm [127]. Ceci indique que pour de nombreux gènes, l’abon-
dance des ARNm est contrôlée pour produire la quantité appropriée à la taille de la cellule,
impliquant un mécanisme de conservation de la densité [127]. Ainsi, la mesure de densité
permet tout de même, dans certains cas, de comparer l’expression des gènes entre des
cellules de même lignée, mais ayant un volume totalement différent.
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Grille non 
uniforme

Grille uniforme Grille uniforme 

Grille uniforme 
aléatoire

Figure 1.14 – Le choix du cadre de lecture d’une image va impacter le
résultat du calcul des densités. Sur les trois grilles uniformes, la région bleu
foncé indique l’existence de régions de forte densité, tandis que sur la grille
non uniforme, cette densité n’est pas visible.

1.4.3 Analyses spatiales du second ordre

Des alternatives à la densité sont les méthodes basées sur la distance entre les points,
pour étudier la façon dont ils sont distribués les uns par rapport aux autres.

Clustering
La mesure la plus commune pour distinguer les cas où les ARNm se clusterisent dans

l’espace des cas où ils sont dispersés, est la distance moyenne du plus proche voisin (average
nearest neighbor, ANN), qui est la moyenne de la distance du plus proche voisin entre
toutes les paires de points (voir équation 1.3). Elle est utilisée comme une mesure globale
de la configuration spatiale des points.

ANN =

∑n
i=1 di
n

(1.3)

où di est la distance du plus proche voisin de i et n est le nombre de points.
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Cet indicateur est souvent comparé à la valeur d’ANN pour une distribution aléatoire
de Poisson (Complete Spatial Randomness, CSR), afin d’évaluer la significativité d’un
clustering :

CSR =
0.5√

n
A

(1.4)

où A est l’aire du rectangle minimal permettant de délimiter l’ensemble des points.
Le score z, qui est le ratio de la différence entre l’ANN et la distribution aléatoire et

la variance, est calculée selon l’équation 1.5.

z =
ANN − CSR

0.261√
n2/A

(1.5)

Si la distance moyenne est inférieure à la moyenne calculée pour une distribution
aléatoire, la distribution des points est considérée comme agrégée, si elle est supérieure
alors les points sont considérés comme dispersés. Le score z indique la significativité de
cette distribution.

Cette idée peut s’étendre au k-ième plus proches voisins (KNN) et permet d’évaluer
la configuration spatiale pour différents ordres de voisinage.

Cette métrique permet de mesurer le degré de regroupement d’un ensemble de points,
mais ne donne cependant pas d’information particulière sur la complexité des configura-
tions.

L’algorithme K-means est un algorithme itératif qui tente de partitionner les données
en K sous-groupes distincts, où chaque point n’appartient qu’à un seul groupe. Il essaie de
rendre les points intra-groupes aussi similaires que possible tout en maintenant la distance
inter-groupes aussi grande que possible. Il affecte les points à un cluster de telle sorte que
la somme des carrés de la distance entre les points et le centroïde du cluster soit minimale.
Moins il y a de variation au sein des clusters, plus les points sont homogènes au sein d’un
même cluster [1]. L’algorithme suit les étapes suivantes :

1. Initialisation aléatoire des k centroïdes,

2. Assigne les points au cluster le plus proche en calculant la distance euclidienne
point-centroïde,

3. Calcul des nouveau centroïdes en calculant la moyenne de tous les points du cluster,

4. Répéter les étapes 2 et 3 jusqu’à ce que les points ne changent plus de cluster.

Un autre algorithme, DBSCAN (Density-Based Spatial Clustering of Applications with
Noise) se base, lui, sur la densité. Il peut découvrir des clusters de différentes formes et
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tailles à partir d’une grande quantité de données, il est robuste au bruit et aux outliers
[42]. Il utilise deux paramètres :

1. ϵ : détermine la distance des points entre eux pour être considérés comme faisant
partie d’un cluster,

2. m : le nombre de points nécessaire a la formation d’un cluster.

L’algorithme procède en choisissant arbitrairement un point dans l’ensemble des don-
nées. S’il y a au moins m points dans un rayon de ϵ autour du point, alors il considère que
tous ces points font partie du même cluster. Les clusters sont ensuite étendus en répétant
récursivement le calcul du voisinage pour chaque point voisin, jusqu’à ce que tous les
points aient été visités.

Fonction K de Ripley et fonctions associées
Des fonctions ont été développées pour obtenir plus de détails quant à la configuration

spatiale étudiée. La première est la fonction G(r) qui calcule la fréquence cumulée de la
distribution des distances des plus proches voisins (équation 1.6).

G(r) =
{#di : di ≤ r,∀i}

n
(1.6)

avec # le nombre de points qui ont au moins un voisin entre le point i et la distance r.
Il s’agit d’une fonction cumulative qui augmente avec la distance r. Cette mesure est

comparée à une distribution de Poisson homogène. G augmente lorsque les points sont
regroupés et diminue lorsque les points se dispersent.

La fonction G ne prend en compte que le plus proche voisin et ne permet donc pas
d’analyser la distribution à différentes distances. Pour répondre à ce problème, les sta-
tistiques spatiales de Ripley ont été introduites. C’est une famille de méthodes utilisées
pour décrire si des points discrets dans un espace ont une distribution aléatoire, dispersée
ou agrégée. Une fonction très utilisée dans l’analyse des motifs de points, est la fonction
K, ou fonction K de Ripley (Ripley’s K function) [139], qui mesure la distance entre les
points pour toutes les distances possibles (voir figure 1.15).

Cette fonction définit un cercle de rayon d autour de chaque point i puis compte le
nombre total n de points qui tombent à l’intérieur de ce cercle. Ensuite, la distance d
est incrémentée pas à pas et le nombre de points à l’intérieur du cercle de rayon d est
recalculé à chaque pas.

Pour une distance donnée d, K(d) se définit selon l’équation 1.7.

K(d) =
1

λ2A

n∑

i=1

n∑

j ̸=i

Id(dij) (1.7)
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R1

R3

R2

Ripley K

B1

B2

B3

Fonction G

Figure 1.15 – La fonction K de Ripley est calculée pour des disques suc-
cessifs de rayon r croissant et est donc cumulative par nature. La fonction
G utilise des bandes de distance B croissantes au lieu de disques et per-
met l’analyse des concentrations de points à différentes échelles de distance.
Adapté de [174]

où A est l’aire étudiée, λ est l’intensité (le nombre de points divisé par l’aire), d est la
distance par rapport à i, j est l’ensemble des points en excluant i, et Id est une fonction
qui prend 0 si j n’est pas à une distance d de i, et qui prend 1 sinon (équation 1.8).

Id(dij < d) =




1 si dij < d

0 sinon
(1.8)

Cette mesure se compare là encore à une distribution de Poisson Kexpected = πd2

pour estimer à quel point K(d) dévie de cette distribution ponctuelle régulière. Lorsque
K(d) < Kexpected cela indique que la distribution suit un processus régulier dans la bande
de distance d, tandis que K(d) > Kexpected indique que la distribution suit un processus de
regroupement (clustering), comme présenté sur la figure 1.16. Cette fonction, cumulative,
a tendance à rendre peu évidente la lecture des différences entre K(d) et Kexpected pour
les valeurs de d faibles.

La fonction K peut être normalisée pour donner la fonction L (équation 1.9) de Besag
[12], donnant une ligne théorique et non plus une courbe et rendant plus aisée la lecture
du graphique pour les petites distances.

L(d) =

√
K(d)

π
− d (1.9)

Cette fonction peut encore être normalisée de manière que kexpected = 0, donnant alors
la fonction H (équation 1.10).

H(d) = L(d)− d (1.10)

Ces fonctions sont généralement utilisées pour comparer une distribution de points
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Distribution uniforme 
aléatoire

Regroupement 
(clustering) Dispersion

Figure 1.16 – Analyse de la distribution spatiale de points avec la fonction
de K de Ripley. K̃(r) est proportionnelle au nombre de paires de points
à l’intérieur d’un cercle de rayon r autour d’un point central donné. La
déviation K̃(r) de la distribution uniforme indique un clustering si K̃(r) > 0
ou une dispersion si K̃(r) < 0. Adapté de [84].

donnée, à une distribution aléatoire, pour établir si le clustering détecté est statistique-
ment significatif ou non. Plus précisément, la distribution de points étudiée est testée par
rapport à l’hypothèse nulle selon laquelle les points sont distribués de façon aléatoire et
indépendante. Une valeur positive de H(d) est alors dite cohérente avec un clustering sur
l’échelle spatiale considérée, tandis qu’une valeur négative est cohérente avec une disper-
sion.

1.4.4 Colocalisation

Les analyses de colocalisation cherchent à étudier les relations spatiales entre différents
jeux de données. Dans le cas de la bioimagerie, il s’agit la plupart du temps d’étudier les
liens entre les molécules différentes marquées par fluorescence, en quantifiant leur cooccur-
rence et leur corrélation [183], par exemple entre un ARNm et la protéine correspondante.
Ceci implique donc des analyses comparées entre deux jeux d’images différents. Ces ap-
proches reposent sur le paradigme selon lequel la proximité spatiale est une indication
d’interactions entre les molécules à l’intérieur de la cellule.

Il s’agit donc de pouvoir établir des motifs de distribution du signal dans deux jeux
de données puis de les comparer. Comme mentionné dans l’introduction de cette section,
afin d’établir des motifs de distribution du signal et de les comparer, l’étape préalable
essentielle est de rendre les images comparables entre elles en termes de grille de lecture.
Il s’agit donc d’aligner les images en utilisant les repères spatiaux biologiques.

La comparaison va alors se faire sur des vecteurs contenant les caractéristiques spatiales
préalablement mesurées. De manière la plus simple, il est donc possible de comparer deux
images I1 = −→xi et I2 = −→yi où −→xi et −→yi sont les vecteurs de valeurs représentant l’image,
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tel que par exemple tous les pixels ou alors les densités des régions (voir figure 1.17). S’il
s’agit de deux ensembles d’images, {I1} et {I2}, il devient alors nécessaire de construire
des vecteurs les représentant, par exemple avec les moyennes de densité par région (ce qui
est possible uniquement si les images sont "alignées").

X1 X2 X3

X4 X5 X6

X7 X8 X9

Y1 Y2 Y3

Y4 Y5 Y6

Y7 Y8 Y9

X1 X2 X3

X4 X5 X6

X7 X8 X9

X1 X2 X3

X4 X5 X6

X7 X8 X9

Y1 Y2 Y3

Y4 Y5 Y6

Y7 Y8 Y9

Y1 Y2 Y3

Y4 Y5 Y6

Y7 Y8 Y9

Xi Yi

Figure 1.17 – Exemples de comparaison par corrélation calculée pour des
jeux d’images sur une grille de lecture uniforme découpant chaque image
en 9 régions dans lesquelles la densité a été mesurée. La colocalisation c sur
les données {I1} et {I2} se calcule alors sur les vecteurs correspondants,
c(µ(−→xi), µ(−→yi )), où µ−→xi = ⟨µ(x1)...µ(x9)⟩ et µ−→yi = ⟨µ(y1)...µ(y9)⟩.

La comparaison utilisée le plus souvent est la corrélation. Pour calculer des coeffi-
cients de corrélation, les tests statistiques préférentiellement utilisés sont le coefficient de
corrélation de Pearson et les coefficients de recouvrement de Manders [18].

Le coefficient de corrélation de Pearson, initialement formulé par Karl Pearson en 1896,
a été appliqué à la microscopie de fluorescence prêt de 100 ans plus tard par Erik Manders
[105]. Il permet de connaitre l’intensité et la direction d’une relation d’interdépendance
entre deux variables, x et y, et le coefficient r est le ratio entre la covariance et le produit
des déviations standards (voir équation 1.11). Dans l’article de Manders [105], il s’agit de
comparer deux images et x et y sont alors des pixels.

r =

∑n
i=1(xi − x̄)(yi − ȳ)√∑n

i=1(xi − x̄)2
√∑n

i=1(yi − ȳ)2
(1.11)

où n est la taille de la population étudiée, xi et yi sont les point de l’échantillon i, x̄ et ȳ
sont respectivement les moyennes des variables x et y.

Le coefficient de corrélation de Pearson mesure la covariance des niveaux de signal
de deux images. Comme l’intensité moyenne est soustraite à chaque intensité de pixel,
ce coefficient est indépendant du niveau de signal et de bruit, ce qui en fait une mesure
assez robuste, sous réserve de ne l’appliquer qu’au sein d’une cellule et de ne pas prendre
en compte le fond de l’image qui peut fausser la mesure en ajoutant de fort taux de
vrais négatifs [37]. Le coefficient r est compris entre −1 et 1, une valeur de r proche de 0
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indique l’absence de corrélation, une valeur proche de 1 indique une corrélation positive
et une valeur proche de −1 indique une corrélation négative. Si les valeurs extrêmes sont
aisément interprétables, les valeurs intermédiaires peuvent être plus difficile à interpréter.

Les coefficients de Manders [106] (M1 et M2, voir équations 1.12 et 1.13) sont des
mesures de cooccurrence qui calculent le pourcentage du signal total d’une images A qui
chevauche le signal de l’autre image B. Dans le cas de la microscopie de fluorescence, A et
B sont généralement deux canaux d’acquisition de fluorescence, par exemple le vert pour
les ARNm et le rouge pour les protéines.

M1 =
∑

i

Ai, coloc

Ai

(1.12)

M2 =
∑

i

Bi, coloc

Bi

(1.13)

ou Ai et Bi sont les intensités des pixels i sur les images A et B, Ai, coloc prend la
valeur Ai si Bi > 0 et Bi, coloc prend la valeur Bi si Ai > 0.

M1 etM2 expriment le pourcentage de fluorescence ayant une contrepartie dans l’autre
image et permettent de quantifier la direction de la colocalisation.

Outils d’analyses spatiales pour les images de microscopie
Plusieurs outils qui intègrent des analyses spatiales ont été développés pour la mi-

croscopie de fluorescence. On peut citer Giotto [35], une boîte à outils d’analyses spa-
tiales et de visualisation ; SquidPy [128] qui permet de faire de la visualisation, de la
détection/segmentation et des statistiques spatiales ; Big-fish [72] un outil permettant de
mettre en place des pipelines allant de l’analyse d’images jusqu’au calcul des statistiques
spatiales ; SODA [85], un outil qui se base sur la fonction K de Ripley pour caractériser
le positionnement spatial relatif de plusieurs distributions de molécules (colocalisation)
ainsi que nos propres travaux sur DypFISH [148] une librairie de fonctions d’analyses de
motifs de distribution et d’interdépendance spatiale entre la localisation d’ARNm et de
protéines.
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1.5 Deep Learning

1.5.1 Fondamentaux du Deep Learning

Les récentes avancées en matière de vision par ordinateur et d’apprentissage automa-
tique apportent une collection d’algorithmes dotés d’une très bonne aptitude à déchiffrer
le contenu des images. Ces algorithmes d’apprentissage, rassemblés sous la dénomination
de Machine Learning constituent un ensemble de techniques donnant la capacité aux ma-
chines d’apprendre automatiquement un ensemble de modèles à partir d’exemples : les
données fournies en entrée. Une partie de ces algorithmes utilisent des réseaux de neu-
rones dont la dimension peut varier en fonction du nombre de couches de neurones utilisées
pour les construire. Cet empilage de dizaines, parfois de centaines, de couches de neurones
donne une certaine profondeur à cette méthode que l’on dénomme alors l’apprentissage
profond (Deep Learning). Cette profondeur apporte une plus grande complexité et permet
l’apprentissage de modèles plus complexes.

Les techniques d’apprentissage profond peuvent être distinguées en deux grandes ca-
tégories : non supervisées et supervisées. Une troisième distinction est généralement ap-
pliquée pour les techniques dites semi-supervisées, mais ne faisant pas l’objet de cette
thèse, elles ne seront pas traitées ici. L’apprentissage supervisé consiste à apprendre une
correspondance entre un ensemble de variables d’entrée et une variable de sortie sur la
base d’exemples de paires entrées-sortie et à appliquer cette correspondance pour prédire
les sorties pour des nouvelles données d’entrée. L’apprentissage supervisé est la métho-
dologie la plus utilisée [31] lorsque des données possédant une annotation définissant la
caractéristique à apprendre sont disponibles.

L’apprentissage non supervisé permet, lui, de mettre en œuvre le processus d’appren-
tissage en l’absence de données annotées. Dans ce cas, le réseau de neurones apprend des
caractéristiques significatives et une représentation interne nécessaire pour découvrir la
structure ou les relations cachées dans les données d’entrée.

Ces dix dernières années, les méthodes d’apprentissage profond ont été developpées
pour l’analyse des images de microscopie et ont modifié le paysage du traitement et de
l’interprétation des données de bioimagerie. Ces avancées sont en mesure de rendre les
analyses difficiles plus routinières et permettent d’automatiser les analyses quantitatives
sur de grands volumes de données, tant pour la classification d’images ou d’objets que
pour la segmentation ou la détection d’objets ou encore pour la microscopie augmentée
telle que le débruitage ou la super-résolution.
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Cette thèse faisant largement appel aux réseaux de neurones et à l’apprentissage pro-
fond, cette section explicite les propriétés et les éléments de base de l’apprentissage pro-
fond qui font le lit d’une grande partie des récents développements en analyse d’images
de fluorescence ainsi que des méthodes que nous présentons dans les chapitres 2 et 3.

Neurones
À l’ère moderne, l’histoire des réseaux de neurones débute avec la description du

neurone formel en 1943 par Warren McCulloch et Walter Pitts [113]. Ce neurone formel
se veut être un modèle simplifié du neurone biologique tel que décrit dans les travaux du
neuroscientifique Santiago Ramón Y Cajal qui s’attacha à décrire la morphologie et le
fonctionnement des neurones. Il s’agit ni plus ni moins d’une fonction mathématique, qui
prend une ou plusieurs valeurs en entrée et renvoie en sortie un signal binaire (0 ou 1)
comme présenté sur la figure 1.18.
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Figure 1.18 – Le neurone formel présenté Warren McCulloch et Walter
Pitts, les valeurs d’entrée sont pondérées avant d’être combinées. Le résultat
est seuillé par une fonction d’activation à seuil dur et produit une valeur de
sortie 1 ou 0. Adapté de [144].

Ce neurone se comporte comme un opérateur logique à partir duquel il est possible de
construire un ensemble d’opérateurs, capable de résoudre des opérations logiques. Ainsi
prennent naissance les réseaux de neurones artificiels. Dans la première version du neurone
formel, les valeurs d’entrées sont pondérées par un poids (ω) avant d’en calculer la somme
et d’appliquer une fonction non linéaire, appelée fonction d’activation. Dans le cas [113] il
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s’agit d’une fonction de type seuil dur, le neurone est alors “activé”, c’est-à-dire non-nul,
que si la somme de ses entrées pondérées dépasse une valeur seuil [88].

Ce neurone formel deviendra par la suite la base de ce que Marvin Minsky, encore
lui, désignera en 1956 comme l’intelligence artificielle. Sur ces prémisses, Rosenblatt deux
ans plus tard créera le perceptron, permettant ainsi d’entraîner un premier neurone, plus
précisément, d’apprendre à modifier les poids des différentes entrées.

Couche de neurones (layer)
L’idée d’associer des neurones viendra encore plus tard avec le perceptron multicouche,

composé de trois couches de neurones, une couche (layer) d’entrée, une couche de sortie et
au milieu une couche dite “cachée”. La sortie d’une première couche de neurones est alors
l’entrée de la couche suivante. L’idée reste la même dans les réseaux de neurones actuels,
cependant du fait de l’amélioration des capacités de calculs, ces réseaux contiennent da-
vantage de couches cachées, alors dites “profondes”, on parle alors d’apprentissage profond
(Deep Learning). En ajoutant plus de couches et plus de neurones dans une couche, un
réseau profond peut représenter des fonctions d’une plus grande complexité.

Rétropropagation du gradient
L’introduction de fonction d’activation différentiable telle que la fonction sigmoïde à

la place des fonctions de seuil permet également d’introduire la rétropropagation (back-
propagation) du gradient [142, 141] à travers les différentes couches de neurones. Il s’agit
d’une approche itérative permettant d’optimiser les poids ω de chaque neurone du réseau
en calculant les dérivées partielles d’un critère appelé fonction de coût ou fonction de perte
que l’on cherche à minimiser lors de l’apprentissage. Cette optimisation est généralement
réalisée par descente de gradient stochastique.

Fonction de coût (loss)
La fonction de coût, qui est un sujet de recherche important dans le domaine de l’ap-

prentissage automatique[182], joue un rôle central dans la construction des algorithmes
d’apprentissage automatique et dans l’amélioration de leurs performances. On peut consi-
dérer qu’un algorithme d’apprentissage automatique se résume à la résolution d’un pro-
blème d’optimisation principalement représenté par la fonction de coût. La fonction de
coût permet de calculer l’erreur entre la sortie réelle attendue et la sortie prédite par le
réseau de neurones.

Au début de l’entraînement, les paramètres du réseau, les poids, sont initialisés de
manière aléatoire et sont ensuite modifiés de façon itérative afin de réduire la fonction
de coût. En pratique, cette optimisation se fait par descente de gradient, une méthode
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d’optimisation convexe qui permet de trouver le minimum de la fonction en se déplaçant
dans la direction opposée au gradient. Plusieurs types de fonctions de perte sont utilisés
pour répondre a des problèmes bien spécifiques.

Pour les problèmes de régression, consistant à prédire une valeur continue, deux fonc-
tions de pertes sont très majoritairement utilisées. Il s’agit de la la Mean Absolute Error
(MAE) aussi appelée l1 loss (voir équation 1.14), et de la Mean Squared Error (MSE)
aussi appelée l2 loss (voir équation 1.15) qui calculent une erreur entre les données réelles
X et les données prédites Y .

MAE =
D∑

i=1

|xi − yi| (1.14)

MSE =
D∑

i=1

(xi − yi)
2 (1.15)

Ces deux fonctions de coût ont toutes deux pour propriété d’éviter les valeurs négatives
et donc l’annulation réciproque des erreurs. Dans la MSE, l’erreur augmente de manière
quadratique et de ce fait les erreurs importantes sont fortement pénalisées. La contrepartie
est que l’effet des erreurs relativement petites en sera d’autant plus affaibli. Le choix de
l’utilisation de l’une ou l’autre des fonctions dans un réseau de neurone dépend alors des
données et de l’application que l’on souhaite en faire.

Dans le cas de la classification, ou l’on cherche à prédire des classes discrètes, les fonc-
tions préférentielles, les fonctions les plus utilisées sont la Binary Cross Entropy (BCE),
la Categorical Cross Entropy (CCE) et la Kullback Leibler Divergence (KDL) (voir res-
pectivement les équations 1.16, 1.17 et 1.18).

BCE(x, y) = −(y log(p) + (1− y) log(1− p)) (1.16)

CCE = −
M∑

c=1

yo,c log(po,c) (1.17)

KLD(ŷ||y) =
M∑

c=1

ŷc log
ŷc
yc

(1.18)

où M est le nombre de classes, y est un indicateur binaire (0 ou 1), si la classifica-
tion c est correcte pour l’observation o, p est la probabilité prédite que l’observation o

appartienne à la classe c et ŷ la classe prédite par le réseau de neurones. La BCE corres-
pond à la CCE appliquée au cas binaire. Ces trois fonctions visent toutes à minimiser la
dissimilarité entre deux distributions de probabilités [99, 100].
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1.5.2 Réseau de neurone à convolution (CNN)

Convolution
Dans le cas de la vision par ordinateur, le type de réseau le plus utilisé fait appel à

l’opérateur de convolution pour apprendre la correspondance entrées-sortie. Il s’agit des
Convolutional Neural Network (CNN), réseaux qui ont permis d’excellentes performances
dans le traitement vidéo, la reconnaissance d’objets, la classification et la segmentation
d’images, entre autres applications devenues maintenant courantes [97, 78].

Les premiers travaux sur les CNN modernes ont été proposés par Yann LeCun [87]. En
démontrant qu’un CNN qui agrège des caractéristiques plus simples en caractéristiques
progressivement plus compliquées peut être utilisé avec succès pour la reconnaissance de
caractères manuscrits, il ouvre la voie au développement des CNN dans d’autres domaines.
Bien que l’intégration de la rétropropagation soit introduite dans les CNN en 1989 [89],
leur véritable essor viendra en 2012 à la suite d’une compétition d’analyse d’image (ILS-
VRC) ou le CNN baptisé AlexNET dominera la compétition, démontrant ainsi tout le
potentiel de ces réseaux de convolution.

Un produit de convolution est une opération de multiplication d’une matrice, par
exemple une image, par une autre matrice, généralement plus petite, appelée matrice de
convolution, masque de convolution, filtre ou encore noyau (kernel), afin de produire une
nouvelle matrice. Dans le cas de l’image, la convolution permet de modifier le spectre
spatial, par exemple atténuer ou accentuer les hautes fréquences ou bien réduire le bruit.
Dans le cas des CNN, la taille la plus utilisée pour le masque de convolution est de 3× 3

[157], cependant on trouve également des filtres 5× 5 ou 7× 7 [83].
Pour une image f et un masque de convolution g, l’image filtrée s’obtient en effectuant

le produit de convolution entre f et g tel que défini par l’équation 1.19, ou les indices x
et y sont les coordonnées dans l’image f et les indices i et j, les coordonnées du noyau g.

∀(x, y) ∈ Z2, (f ∗ g)(x, y) =
∞∑

i=−∞

∞∑

j=−∞

f(i, j)g(x− i, y − j) (1.19)

Le noyau de convolution g contient les coefficients de pondération. Il comporte une
opération de translation par le vecteur (x, y) et possède une symétrie centrale du fait de
l’inversion des coordonnées i et j, il joue alors le rôle de fenêtre glissante sur l’image f . La
symétrie centrale est avant tout due à un détail technique qui implique que la convolution
ne peut s’appliquer sur les rangées de pixels bordant l’image. En Deep Learning ce pro-
blème est contourné en ajoutant une ligne de pixels sur chaque bord, opération appelée
padding.
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Figure 1.19 – En haut une convolution classique, en bas une convolution
avec bordure (padding), les valeurs de l’image résultante s’en trouvent mo-
difiées sur les bords.

Pour les images 2D, l’opération de convolution fonctionne comme indiqué dans la
figure 1.19. Dans un CNN, l’image d’entrée est convoluée avec un filtre qui correspond au
poids du réseau et en résulte une image de sortie qui est une carte des caractéristiques
(feature map) mises en exergues par le filtre. En ajustant le poids des filtres pendant
l’apprentissage, les CNN peuvent extraire des caractéristiques différentes et leur donner
plus ou moins d’importance.

Convolution à trous
Les convolutions à trous, ou convolutions dilatées, reposent sur la même formule que

les convolutions discrètes, mais comportent en plus un facteur de dilatation l, comme
indiqué dans l’équation 1.20 et où P est le champ réceptif.

s(P ) = (f ∗l g)(P ) =
∑

s+lt=P

f(s)g(t) (1.20)

Les convolutions dilatées ou à trous, sont utilisées pour augmenter ce que l’on appelle le
champ réceptif des unités de sortie sans augmenter la taille du filtre de départ. Le champ
réceptif est un carré dont la taille augmente de façon exponentielle avec la dilatation,
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comme illustré dans la figure 1.20. Il est défini comme étant la taille de la région sur
l’image d’entrée sur laquelle va s’appliquer le filtre de convolution.

Figure 1.20 – Champ réceptif de la convolution à trous. À gauche, si
l’espacement est égal à 1, cela correspond à une convolution classique. Au
centre, si l’espacement est égal à deux, le champ réceptif augmente. À droite,
l’espacement est de 3, le champ réceptif augmente de manière exponentielle.
Adapté de [36]

Les convolutions à trous permettent donc intégrer un contexte plus global sans pour
autant perdre en résolution [195]. Par ailleurs, si les convolutions dilatées avec de grands
taux de dilatation permettent de capturer des contextes plus larges sans augmenter les
coûts de calcul, elles introduisent également plus de zéros entre les valeurs du filtre et, de ce
fait, perdent plus d’informations de contexte local dans les petites régions de l’image [179].
Pour les convolutions dilatées avec de faibles taux de dilatation, elles peuvent être utilisées
pour améliorer les performances de localisation des CNN, mais elles produisent également
des cartes de caractéristiques avec des champs réceptifs plus étroits et donc une moins
bonne extraction du contexte. Une façon de contourner ces problèmes est d’utiliser une
architecture en cascade de couches de convolution dilatée pour extraire des informations
contextuelles à plusieurs échelles. Cette architecture en cascade est composée de couches de
convolution consécutives, chacune d’entre elles utilisant des noyaux de convolution dilatés
avec le même taux de dilatation pour produire des cartes de caractéristiques denses ayant
le même champ réceptif [190].
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Composition des blocs de convolution
Les CNN sont habituellement composés de différents types de couches, ils ne contiennent

pas que des couches de convolution.
On retrouve au sein des réseaux de neurones, des couches dites d’activation, qui ap-

pliquent une fonction différentiable et non linéaire qui détermine si le neurone doit être
activé ou non en fonction de la donnée d’entrée. Les fonctions les plus utilisées sont la
fonction sigmoïde f(x) = 1

1+exp−x
qui fait correspondre à toute entrée, une sortie comprise

entre 0 et 1 majoritairement utilisée pour la classification binaire ; ainsi que la fonction
ReLU (Rectified Linear Unit) qui fait correspondre tout entrée à une valeur positive
f(x) = max(0, x). Cette fonction est utilisée dans les couches intermédiaires, mais pas
dans la couche de sortie. Sa variante, Leaky ReLU permet elle de prendre en compte les
valeurs négatives tout en réduisant fortement leur valeur. Finalement, la fonction Soft-
max σ(zi) = ezi∑K

j=1 e
zj

pour i = 1, 2, . . . , K permet de transformer un vecteur réel en
vecteur de probabilité, elle est le plus souvent utilisée dans la couche finale d’un modèle
de classification, notamment pour les problèmes multiclasse [2].

Un autre couche très utilisée dans les CNN est la couche dite de pooling (figure 1.21.
Cette couche permet d’agréger des valeurs en sortie de convolution, pour condenser l’in-
formation et rendre le CNN invariant aux petites déformations locales, appelée invariance
locale à la translation. La couche la plus commune est le max-pooling, généralement par
un carré de 2 pixels de côté, qui vient appliquer l’opérateur maximum sur les 4 pixels de
son champ réceptif. Il existe aussi un opérateur average-pooling qui vient alors moyenner
le champ réceptif. Ainsi, alors que le max-pooling donne la caractéristique la plus impor-
tante dans un champ réceptif particulier d’une feature map, l’utilisation du average-pooling
donne, lui, la moyenne des caractéristiques présentes.
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Figure 1.21 – Illustration de la couche de pooling, ici le max-pooling.

L’organisation des CNN se fait en répétant plusieurs fois de suite les différentes couches
mentionnées précédemment. Cela constitue ce que l’on dénomme des "blocs de convolu-
tion", comme montré sur la figure 1.22.
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Figure 1.22 – Exemples de différents types de blocs de convolution. À
gauche, un bloc de convolution classique, utilisé pour la réduction spatiale
(downsampling). À droite, un bloc de convolution résiduel utilisé pour pro-
pager l’information dans la profondeur du réseau de neurones.

La composition usuelle d’un bloc de convolution contient une première couche de
convolution, suivie d’une couche d’activation puis d’une couche de pooling. Le CNN com-
plet est alors composé de plusieurs de ces blocs qui se suivent. L’opération de pooling
divisant par 2 la dimension des images, en appliquant plusieurs blocs de manière consé-
cutive, on obtient rapidement de très petites feature map. Ceci ne pose pas de problème
dans le cas de la classification d’image, en revanche pour des tâches telles que la seg-
mentation, la reconstruction ou la super résolution, cela implique d’avoir une image en
sortie du réseau de neurone dont la taille est au moins équivalente à la taille de l’image
d’entrée. Pour y parvenir, la méthode usuelle consiste à utiliser un autre type de couches
qui permettent d’augmenter (up-sampling) les dimensions spatiales des feature map in-
termédiaires. Il s’agit de la convolution transposée, qui permet d’inverser les opérations
de sous échantillonnage induites par les blocs de convolution.

Bloc résiduel
À mesure que les réseaux deviennent de plus en plus profonds, un problème de dégra-

dation a été mis en évidence : plus la profondeur du réseau augmente, plus la précision
se dégrade rapidement [59]. Cette dégradation n’est pas causée par un sur-apprentissage
(overfitting) et l’ajout de couches supplémentaires à un modèle suffisamment profond
conduit à une erreur d’apprentissage plus élevée [161]. La solution couramment apportée
à ce problème est l’utilisation de bloc de convolution dit "résiduels". Si on considère une
entrée x et une fonction F (x) qui transforme cette entrée x en feature map, si la trans-
formation en change pas la dimension de x alors, il est possible d’associer x et F (x) dans
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une fonction résiduelle ou la sortie y ou y = F (x) + x (voir figure 1.22).
Dans le réseau de convolution, l’opération F (x) + x est réalisée en faisant un court-

circuit puis une somme entre l’image d’entrée x et l’image convoluée F (x) , ce qui n’in-
troduit pas davantage de paramètres ni de complexité dans le réseau [60] et permet de
propager l’information spatiale dans la profondeur du réseau. Ces types de blocs peuvent
également être utilisés pour l’étape de up-sampling et dans certaines conditions, l’utili-
sation de blocs résiduels pour la convolution transposée améliore les performances des
réseaux génératifs en préservant les caractéristiques utiles, depuis l’espace des caractéris-
tiques de faible dimension vers l’espace des caractéristiques de haute dimension [185].

1.5.3 Réseaux de neurones génératifs

Au cours de ces travaux, nous utiliserons pour certaines tâches un type de CNN bien
spécifique, à savoir des réseaux de neurones génératifs et plus spécifiquement des réseaux
de neurones génératifs adverses, appelés GAN pour Generative Adversarial Networks. Il
existe un autre grand type de réseau génératif, l’auto-encodeur variatif (VAE), qui ne sera
pas traité ici.

GAN
Les GAN appartiennent à la famille de modèle dit génératif, c’est-à-dire qu’ils tentent

d’apprendre une fonction de densité de probabilité à partir d’un ensemble d’apprentissage,
puis de générer de nouveaux échantillons tirés de la même distribution. Le but est alors
de générer de nouvelles données synthétiques qui ressemblent à des données réelles.

De par leur nature versatile, les GAN ont eu un succès rapide dans des domaines aussi
variés que l’augmentation de données, la super résolution d’image, la translation d’image
à image et pour des applications allant de la médecine à l’astronomie (voir [32] pour une
revue plus complète de l’étendue de l’application des GAN).

Les GAN ont été originellement proposés par [51] et fonctionnent en introduisant un
entraînement adversarial entre deux réseaux de neurones.

Un GAN se compose d’un réseau générateur G et d’un réseau discriminant D qui
sont en concurrence l’un avec l’autre dans un jeu minimax. Le générateur G applique une
transformation aux données d’entrée, généralement un vecteur de bruit de Poisson, tandis
que le discriminateur D est essentiellement un classificateur qui tente de déterminer si
les données qu’il reçoit en entrée sont réelles (X) ou fausses (Z) c’est-à-dire créées par le
générateur (voir figure 1.23).
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Figure 1.23 – Les GAN sont composés de deux réseaux de neurones, un
générateur G générant des images et un discriminateur D différenciant les
images réelles des fausses. La fonction de perte est calculée séparément pour
chaque réseau et rétro-propagée à travers G et D individuellement.

Pour deux ensembles de données : X contenant des données réelles et Z contenant les
données créées par G, le but de D est de maximiser les différences entre les deux distribu-
tions de données de X et Z afin de faciliter la discrimination entre les données fausses et
réelles. Le Générateur, quant à lui, cherche à minimiser ces différences. L’intuition derrière
ce jeu entre D et G, est que G doit produire des sorties X qui sont proches de Z afin de
gagner le jeu.

Plus précisément, la fonction de perte de D est de maximiser la probabilité loga-
rithmique de prédire 1 pour une donnée réelle log(D(x)) et de maximiser la probabilité
logarithmique de prédire 0 lorsqu’il s’agit d’une image générée log(1−D(G(z))). Dans le
même temps, G essaie de minimiser la probabilité logarithmique que D prédise correc-
tement. Les deux fonctions de perte qui jouent l’une contre l’autre sont définies comme
suit :

LD = maxE[log(D(x))] + E[log(1−D(G(z)))]

LG = minE[log(1−D(G(z)))]
(1.21)
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En utilisant les équations de 1.21, la fonction objective de l’ensemble du GAN peut
être décrite comme un jeu minimax entre G et D. Soit pdata(x) la distribution des données
X et pz la distribution du vecteur de bruit entré dans G, on obtient la fonction objective
suivante :

min
G

max
D

V (D,G) = Ex∼pdata(x)[logD(x)] + Ez∼pz(z)[log(1−D(G(z)))] (1.22)

Le problème d’optimisation consiste alors à trouver une solution qui maximise D(x)
et minimise G(z). Dans ce contexte, pour un G donné, le D optimal, noté D∗ est :

D∗(x) =
pdata(x)

pdata(x) + pg(x)
(1.23)

où pgx est la distribution des données générées par G. Si l’on remplace alors l’équation
1.23 dans l’équation 1.22, la fonction obtenue est une somme de divergence de Kullback-
Leibler (KLD) :

min
G

max
D

V (D,G) = KL[pdata(x)||
pdata(x) + pg(x)

2
)+KL[pg(x)||

pdata(x) + pg(x)

2
)− log(4)

(1.24)
Le minimum de cette fonction est − log(4), ce qui est possible uniquement si les deux

termes de l’équation 1.24 sont égaux a 0, soit uniquement possible si les deux probabilités
pdata(x) = pg(x).

L’optimum quand pdata(x) = pg(x) est donc atteint quand (pdata(x)+pg(x))

2
= 0.5, ce qui

est possible quand pdata(x) = 0.5 and pg(x) = 0.5

Concrètement, D prédit une valeur proche de 1 pour les images réelles et une va-
leur proche de 0 pour les images générées. Le but de cet entraînement adversarial est
d’atteindre un point où D prédit 0.5 pour chaque classe (indécision), ce point est ap-
pelé l’équilibre de Nash. Lorsque cet équilibre est atteint, la fonction objective peut être
exprimée sous la forme d’une KLD symétrique qui correspond à la divergence de Jensen-
Shannon (JSD) entre deux distributions P et Q :

JSD(P ||Q) = 1

2
DKL(P ||M) +

1

2
DKL(Q||M) (1.25)

avec M = 1
2
(P +Q)

En fin de compte, la fonction objectif des GAN est donc une divergence de Jensen-
Shannon entre la distribution des données réelles et celle des données factices créées par
G.
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Dans la pratique, cela impliquerait de mettre à jour les poids de D en utilisant l’as-
cension stochastique plutôt que la descente stochastique. Pour des raisons d’efficacité
informatique, cette fonction est généralement mise en œuvre sous la forme d’une clas-
sification binaire utilisant la perte d’entropie croisée binaire (BCE), avec des étiquettes
de 0 pour les images générées et de 1 pour les images réelles, ce qui permet d’utiliser la
descente de gradient stochastique.

Ce jeu minimax entre deux fonctions de coût concurrentes présente quelques incon-
vénients durant l’entraînement. D’une part le jeu minimax peu rester instable et donc la
descente du gradient peut ne jamais converger. D’autre part, si l’apprentissage favorise le
générateur, la perte deviendra trop faible trop rapidement et le gradient sera trop petit
pour mettre à jour correctement les poids du GAN. Ce problème, très courant, est connu
sous le terme de disparition ou fuite de gradient (vanishing gradient). Enfin, un problème
récurrent sur les GAN est la perte de mode (mode collapse), qui survient quand le gé-
nérateur ne produit plus qu’un petit sous ensemble des sorties possibles. Le générateur
concentre ses prédictions sur l’un des modes de la distribution cible et produit des points
hautement réalistes, mais très peu diversifiés.

De nombreuses solutions ont été proposées pour circonvenir à ces limitations [32],
par exemple le LSGAN [107] ou le WGAN [3] qui utilisent respectivement la MSE et la
distance de Wasserstein comme fonction de perte, qui permettent d’améliorer la stabilité
de ce réseau [81].

À la suite des améliorations successives de la stabilité des GAN et de la qualité des
images générées, de nombreux développements se sont tournées vers la génération d’images
réalistes, à partir de vecteur de bruits dans un premier temps, et dès 2018, en apprenant
à générer des images réalistes à partir d’autres images. Pionniers en la matière, les GAN
Pix2Pix [74] et CycleGAN [201] se sont attachés à résoudre le problème de la translation
image à image et du transfert de style.

CycleGAN
La notion de style peut être assez complexe à définir, nous choisirons ici une définition

globale, c’est-à-dire qu’un style correspond à l’ensemble des caractères esthétiques d’une
chose ou d’un ensemble. Dans le cas des images, il peut s’agir de textures particulières,
de teintes, d’intensités, mais il peut s’agir aussi de caractéristiques implicites, bas niveau,
qu’il peut être difficile de définir avec exactitude, par exemple la différence entre deux
styles de deux peintres différents. C’est d’ailleurs avec cet exemple que le CycleGAN a
été introduit, en convertissant des images du style de Monet vers celui de Van Gogh ou
Cézanne [201]. CycleGAN introduit d’autres applications possibles comme le changement
de textures et de couleurs, le remplacement d’une peau de cheval par une peau de zèbre
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et il a été utilisé pour des tâches nécessitant un décodage de caractéristiques bas niveau
comme changer la saison dans des photographies de paysages ou coloriser des photos en
noir et blanc [201].

L’intérêt du CycleGAN par rapport aux méthodes précédentes est de proposer la
translation d’images entre deux domaines de manière totalement non supervisée sans
avoir recours aux paires "image x" - "image x annotée" comme le requiert le mode d’ap-
prentissage supervisé. Le CycleGAN permet alors, à partir de deux collections d’images
A et B de différents styles (parfois appelés domaines), de réaliser un traducteur de l’un à
l’autre en utilisant des réseaux de neurones de type U-Net ou ResNet.

(G)

(F)

GAN 1

GAN 2

Dataset 
Y

G(X)

Dataset 
X

F(Y)

G(F(Y))

F(G(X))

Figure 1.24 – Les CycleGAN sont composés de deux GAN distinct, G
transformant les données X qui sont ici des images en niveau de gris en
images RGB G(X) ≈ Y et F transformant les données Y en données
F (Y ) ≈ Y . Pour assurer une consistance cyclique, les images RGB G(x)
sont à nouveau transformées en images en niveaux de gris par le GAN F ,
de même, les images F (Y ) sont re-colorisées par le GAN (G).

Pour ce faire, le CycleGAN introduit une paire supplémentaire de discriminateur et de
générateur par rapport au GAN. Un générateur apprend la conversion G : X → Y tandis
que l’autre apprend F : Y → X, comme présenté sur la figure 1.24. Les discriminateurs
respectifs entraînent ces générateurs de manière adversariale. Dans ce cadre, un cycle est
formé à partir de conversion inversée, c’est-à-dire que chaque image x passant dans G
et donnant une image transformée y, suivra également le chemin inverse ou y passera
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dans F pour donner une image x′ reconstruite. Cela permet d’éviter la perte de cohérence
entre les deux GAN et les deux domaines d’images, en assurant que F (G(X)) ≈ X et que
G(F (Y )) ≈ Y , avec une fonction de perte cyclique présentée dans l’équation 1.26.

Lcyclique(G,F ) = Ex∼pdata(x)[∥F (G(x))− x∥] + Ey∼pdata(y)[∥F (G(y))− y∥] (1.26)

La fonction objective totale du CycleGAN est alors composée de la fonction de perte
de chaque GAN, et de la fonction de perte cyclique (équation 1.27).

L(G,F,Dx, Dx) = LGAN(G,DY ) + LGAN(F,DX) + Lcyclique(G,F ) (1.27)

De cette façon, les mêmes images d’entrée sont utilisées pour contraindre la cohérence
du cycle, ce qui libère l’exigence d’images appariées. Les générateurs sont conditionnés
par leur image d’entrée au lieu du vecteur de bruit d’un GAN classique.

Les GANs en microscopie
L’utilisation des GAN et CycleGAN en analyse d’imagerie biologique reste pour l’heure

relativement limitée, on peut citer néanmoins CytoGAN [49], qui utilise des GAN pour
effectuer du profilage morphologique de cellules humaines imagées par microscopie à fluo-
rescence. Les auteurs de [58] ont également utilisé un GAN pour produire des images
réalistes de tissus imagés par microscopie électronique, tandis que les auteurs de [125] ont
utilisé un GAN pour produire des image de cellules en microscopie de fluorescence. Le
CycleGAN a été utilisé par [184] pour augmenter la résolution d’images de microscopie
et [94] utilise également un CycleGAN pour réaliser de la déconvolution sur images de
microscopie de type SMLM.
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1.6 Objectif global de la thèse

L’analyse des images de microscopie de fluorescence a bénéficié d’avancées majeures
au cours des dernières années, notamment dû au regain d’intérêt suscité par l’introduction
de méthodes d’apprentissage profond. Ces avancées ont permis un grand nombre d’études
basées sur la quantification du signal dans les données d’imagerie cellulaire. Néanmoins,
un certain nombre de questions restent non résolues et rendent la détection du signal et
la segmentation des objets d’intérêt complexe.

Dans cette thèse, nous proposons d’apporter des réponses à certains de ces challenges
non pas en s’attaquant directement à la détection du signal et à la segmentation des objets
dans les images de microscopie de fluorescence, mais plutôt en cherchant à mettre en place
des méthodes de Deep Learning permettant d’améliorer le signal des images de microscopie
en vue de faciliter les analyses en aval. Les développements principaux s’appuient sur le
Deep Learning et concernent le rehaussement du signal des spots d’ARNm à l’intérieur des
images smFISH, ainsi que le rehaussement du signal des noyaux cellulaires dans les images
ayant un faible ratio signal sur bruit. Enfin, nous proposons un cadre statistique rigoureux
pour étudier les distributions spatiales dans les cellules pour permettre l’observation des
états cellulaires en aval de la quantification du signal, rendue possible par nos méthodes
de rehaussement de signal.
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Rehaussement du signal dans les
images smFISH pour une détection
plus précise des ARNm

2.1 Contexte scientifique

La technique smFISH permet d’établir le profil d’expression des gènes avec une pré-
cision subcellulaire pour déterminer les états moléculaires de divers types de cellules [77]
et ce, à haut débit [7]. Le répertoire des méthodes de quantification de l’expression de
l’ARNm est vaste et comprend la microscopie smFISH, clamp-FISH, amp-FISH et des
versions multiplexées (MerFISH), toutes permettent la localisation de l’ARNm au niveau
subcellulaire. S’il existe des différences technologiques entre ces méthodes en termes de
nombre d’ARNm détectés et de nombre de cellules traitées, toutes produisent des données
d’imagerie avec des spots d’ARNm qui peuvent être associés a des coordonnées (x, y).

L’automatisation de l’acquisition d’images a entraîné une augmentation du nombre de
projets à haut débit ayant une composante de localisation de transcrits. Ainsi, le besoin
de méthodes de détection précises et automatisées des spots d’ARNm dans les images de
microscopie à fluorescence est devenu important. Malgré les progrès réalisés ces dernières
années, il s’avère encore difficile de localiser les spots correspondant à différents ARNm
de manière entièrement automatisée, pour des raisons principalement liées à l’intensité et
l’irrégularité du bruit de fond induit par l’autofluorescence et la liaison non spécifique des
sondes. De plus, les images smFISH peuvent avoir un faible rapport signal/bruit (SNR)
impactant la capacité des algorithmes à distinguer les signaux faibles des bruits forts, la
frontière entre le fond (bruit) et le signal (spots) n’étant alors pas toujours évidente [199].

Dans ce contexte, le principal inconvénient des méthodes classiques de détection des
spots d’ARNm est la nécessité d’une intervention humaine importante pour déterminer les
meilleurs paramètres des algorithmes de détection (voir chapitre 1, section 1.3). Souvent,
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de petites différences dans les caractéristiques des images conduisent à la nécessité d’un
réglage des paramètres [23]. La qualité de la détection dépend alors largement de la
capacité de l’utilisateur à choisir correctement les paramètres de la méthode de détection,
en fonction des propriétés de chaque image (contraste, spots, artefacts, bruit).

Dans ce chapitre, nous étudierons l’utilisation de réseaux de neurones à convolution
dédiés au rehaussement de l’intensité du signal de fluorescence (correspondant à la troi-
sième étape des pipelines classiques de détection du signal, voir figure 1.9), dans les images
de microscopie et permettant ainsi leur détection en aval par des outils conventionnels
largement utilisés par la communauté d’analyse d’images de microscopie, sans qu’il soit
nécessaire de régler finement les paramètres. Nous présentons dans ce chapitre la méthode
DeepSpot, et nous montrons qu’il est possible d’éviter les étapes de réglage manuel des
paramètres en renforçant le signal de tous les spots de manière à ce qu’ils aient la même
intensité sur toutes les images, indépendamment du contraste, du bruit ou de la forme
des spots.

2.2 Contribution scientifique

2.2.1 Réseau de neurones pour le rehaussement du signal de pe-

tits objets

La problématique de la détection de spots d’ARNm peut être reliée à celle de la
détection de petits objets en analyse d’images. Cette dernière reste une partie difficile du
problème général de détection d’objets en raison des informations limitées contenues dans
les petites régions d’intérêt. Par exemple, il a été démontré que la taille de l’objet a un
impact majeur sur la précision des réseaux de détection d’objets de Deep Learning tels
que VGG, ResNet ou Inception V2 (voir figure 2.1) [68].

L’hypothèse souvent avancée est que les petits objets ne contiennent pas suffisamment
d’informations sémantiques du fait de leur taille [98], le défi devient alors de capturer
les caractéristiques sémantiques de l’objet tout en gardant suffisamment d’informations
spatiales [46]. En outre, il a été démontré que l’ajout d’un contexte supplémentaire amé-
liore la détection des petits objets [9, 46, 122]. Une solution élégante consiste à utiliser
la convolution dilatée (aussi appelée convolution à trous ou sparse convolution), car le
champ réceptif peut être étendu sans perte de résolution et de ce fait capturer davantage
de contexte sans perdre d’information spatiale [57, 196].
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Figure 2.1 – Précision (mean average precision (maP)) de la détection par
réseaux de neurones d’objets en fonction de leur taille. En vert les grands
objets, en orange les objets de taille moyenne et en rose les petits objets.
L’analyse a été effectuée sur le jeu de données COCO pour Common Objects
in Context, l’un des principal jeu de données de benchmark de réseau de
neurones. Figure reprise de [68].

Architecture du réseau de neurones
Au lieu de considérer la détection elle-même, nous nous intéressons ici plus parti-

culièrement au rehaussement du signal, une technique de traitement d’image visant à
augmenter le signal uniquement dans les régions de l’image où se trouvent les objets
d’intérêt. Dans notre cas, les objets d’intérêt sont les spots d’ARNm au sein des images
smFISH. Pour cela, nous avons défini et implémenté un réseau de neurones permettant
d’agréger l’information contextuelle et spatiale.

Comme il a été démontré que l’utilisation d’éléments d’image au-delà de l’étendue de
l’objet (contexte) améliore les résultats de la détection de petits objets [67], nous nous en
sommes inspirés pour développer un module d’agrégation de contexte autour des spots
d’ARNm pour rehausser leur signal. Ce module est un réseau à chemins multiples qui
vient se placer en avant de la partie centrale du réseau (voir figure 2.2). Il prend en entrée
une image et la traite le long de trois chemins différents.

1. Le premier chemin est composé de blocs de convolution traditionnels (convolu-
tion 2D, normalisation par lots, activation et pooling max). Ces blocs, souvent
utilisés dans les CNN, sont particulièrement efficaces pour renforcer l’information
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sémantique au détriment de l’information spatiale.

2. Le deuxième chemin n’utilise que des convolutions, sans opération de max pooling
pour éviter que les spots faibles ne soient éliminés en ne gardant que l’information
maximale.

3. Le troisième chemin utilise la convolution à trous [57] afin d’étendre le champ
réceptif du réseau et intégrer davantage de contexte.
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Figure 2.2 – L’architecture du réseau DeepSpot est composée du module
Context Aggregation for Small Objects, constitué d’un réseau à chemins
multiples (A) et d’un réseau central étant un ResNet sur mesure (B). Une
fonction de coût sur mesure est utilisée pour l’entraînement du réseau.

En ce qui concerne la partie centrale (panneau B sur la figure 2.2) et terminale, nous
avons modifié l’architecture du ResNet pour créer une solution sur mesure qui permet de
propager les informations récoltées par le module d’agrégation de contexte tout au long
du réseau, avant de reconstituer l’image avec un signal des spots rehaussé, via l’utilisation
de blocs de convolution transposées résiduels.

Fonction de coût
Nous avons défini une fonction de coût sur mesure, définie comme une combinaison

des fonctions d’entropie croisée binaire (BCE) et d’erreur quadratique moyenne (MSE)
(voir le chapitre 1, section 1.5 pour plus de détails). Le terme principal de la fonction de
coût est la BCE, définie par LBCE(x, x̂) = −(x log(x̂) + (1 − x) log(1 − x̂)) qui mesure
la différence entre les images prédites par le réseau x̂ et les images de référence (ground
truth) x. Bien que cette fonction de coût soit principalement utilisée pour la classification,



2.2. Contribution scientifique 55

elle peut également être utilisée pour la segmentation et pour le rehaussement de signal
grâce à ses performances dans la comparaison pixel à pixel [75].

À ce terme principal BCE, nous avons ajouté un terme de régularisation défini par
l’erreur quadratique moyenne (MSE), LMSE = 1

n

∑n
i=1(max(xi)−max(x̂i))

2, calculée entre
la valeur maximale de l’image prédite max(x̂i) et la valeur maximale de l’image de réfé-
rence max(xi). Cette régularisation pousse le réseau à produire des spots dont l’intensité
est proche de 255 (valeur maximale des images sur 8 bits), et uniformise donc l’intensité
du rehaussement du signal dans les images de sortie, ce qui facilite par la suite la détec-
tion automatique des spots. L’intuition derrière l’utilisation de la MSE est dirigée vers
les images issues d’acquisition 2D ou d’images 3D aplaties, dans lesquelles des spots hors
focus sont présents et dont le signal est plus faible que les spots dans le plan focal. La
fonction de coût complète est alors LTotale = LBCE + LMSE.

2.2.2 Rehaussement du signal des ARNm dans les images sm-

FISH

Jeux de données
Nous avons utilisé le jeu de données expérimentales smFISH de la publication [26], pour

lequel nous disposons des coordonnées de spots, car les auteurs ont effectué leur détection
de spots à l’aide de l’outil BIG-FISH [72]. Le jeu de données résultant est composé de
1553 images représentant 27 gènes différents.

Nous avons également utilisé le jeu de données de la publication deepBlink [39], com-
posé de 129 images smFISH acquises à partir de 4 conditions de cultures cellulaires dif-
férentes. Les auteurs ont fourni leur annotation ground truth des localisations des spots
d’ARNm réalisée à l’aide de TrackMate. Ce jeu de données n’est pas utilisé pour l’entrai-
nement de DeepSpot, il est uniquement utilisé à des fins de test.

En plus des jeux de données expérimentaux, nous avons construit 20 jeux de données
simulés avec des bruits de fond de motif et d’intensité aléatoire et des spots de taille,
intensité et densité également aléatoires.

Méthode d’évaluation
Nous désignons par D(X) = {p1, . . . pn} les points détectés par le spot detector du

logiciel d’analyse d’image ICY [124] à partir d’une image X ou le signal des spots a été
rehaussé par DeepSpot et par A(X) = {q1, . . . qm}, nous désignons l’annotation ground
truth des coordonnées de spots. Pour prendre en compte le fait que m n’est pas néces-
sairement égal à n et que même pour un spot bien détecté, les coordonnées dans A et
D peuvent légèrement différer, nous avons utilisé l’algorithme k-d tree [11]. Ce dernier
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Figure 2.3 – Processus d’évaluation de DeepSpot. Les images originales
sont données en entrée de DeepSpot, qui rehausse le signal des spots. Sur
l’image ou le signal a été rehaussé, les spots sont détectés par le spot detector
de ICY [124]. Le résultat issu de ICY est ensuite comparé au ground truth,
par un algorithme de point matching. ICY fourni également la liste des
positions (x, y) des spots détectés. Les mêmes images originales sont fournies
à deepBlink [39] qui renvoie également une liste des positions (x, y) des spots
détectés. Afin de comparer les résultats des deux méthodes, le F1-Score par
rapport au ground truth est calculé pour chaque liste de positions de spots.

permet d’obtenir une correspondance pour tous les points détectés, dans un rayon t (que
nous avons fixé ici à t = 3) et de détecter également le nombre de faux négatifs et de
faux positifs par rapport aux erreurs de correspondances entre D(X) et A(X). Les vrais
négatifs sont définis comme étant tous les pixels p de la matrice de confusion tels que
p ∈ X \ {A(X) ∪D(X)}, soit tout le fond de l’image, impliquant donc une très large
sur-représentation des vrais négatifs dans la matrice de confusion. Pour cette raison, nous
n’utiliserons pas les mesures de précision telles que l’AUC, mais plutôt des mesures comme
le F1-score, qui ne prend pas en compte les vrais négatifs.

Intensité des spots
Pour éviter la sélection manuelle des paramètres de détection, il est impératif d’avoir

une intensité homogène des spots sur l’ensemble du jeu de données, afin de n’utiliser qu’un
seul jeu de paramètres pour toutes les images.

Dans notre évaluation, l’ensemble des jeux de données, les intensités des spots dont
le signal a été rehaussé se situent entre 241 et 255, ce qui représente une variation de
seulement 5,4 % par rapport à l’intensité maximale. Par ailleurs, au sein d’un même
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jeu de données, les intervalles de confiance à 95% montrent une très faible dispersion,
inférieure à 0.5% de l’intensité maximale. Ceci est suffisant pour séparer complètement
les spots smFISH du fond de l’image dans les images où le signal a été rehaussé, et ce,
pour la grande majorité des méthodes de détection.

2.2.3 Amélioration de la précision de détection des spots d’ARNm

À titre d’exemple, les résultats respectivement obtenus par DeepSpot et deepblink
sont visibles sur la figure 2.4.

deepBlink

Experimental data 
from DSexp

Simulated fixed 
intensity

Simulated variable 
intensity

DeepSpotOriginal
deepBlink
Zoom In

DeepSpot 
Zoom In

Ground 
truth

Experimental data 
from deepBlink 

Figure 2.4 – Exemples de résultats obtenus avec DeepSpot et deepBlink
sur les jeux de données de test expérimentaux (première ligne) et deepBlink
(deuxième ligne), et les spots simulés avec des jeux de données à intensité
fixe variable pour les troisième et quatrième lignes. Les cercles colorés in-
diquent les endroits où les spots ont été détectés par DeepSpot et deep-
Blink (en bleu et vert, respectivement). Dans la colonne Ground truth, les
cercles roses indiquent les spots qui ont été précédemment annotés comme
Ground truth par des méthodes indépendantes. Les deux dernières colonnes
montrent un agrandissement aux positions indiquées par les rectangles de
couleur pour DeepSpot et deepBlink.
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Le F1 score global pour l’ensemble des jeux de données est légèrement supérieur à
97%, et aucune différence majeure dans la performance de DeepSpot ne peut être observée
en fonction des conditions expérimentales ou des gènes étudiés. Cette constance dans la
performance montre que DeepSpot a la capacité de rehausser le signal des spots de manière
consistance dans des images aux caractéristiques variées.

Nous avons comparé la précision de la détection des spots par le modèle entrainé et
proposé par les auteurs de deepBlink, avec celle de DeepSpot, à la fois sur nos jeux de
données et sur le jeu de données fourni par les auteurs de deepBlink. Le tableau 2.1 montre
les F1-score pour chaque jeu de données de test, expérimental et simulé.

Table 2.1 – Performance des modèles deepBlink et DeepSpot pour la dé-
tection des spots smFISH. Les F1-score sont calculés en faisant la moyenne
des valeurs obtenues pour chaque image des jeux de données de test corres-
pondant. Les valeurs entre parenthèses indiquent l’intervalle de confiance à
95%. Les valeurs les plus élevées sont indiquées en gras.

Model
F1-score(%) Données expérimentales Données simulées Données deepBlink

deepBlink 78.7 57.68 94.2
[75.26, 82.14] [56.57, 58.79] +- 0.141(std)

DeepSpot 94.43 97.35 87.92
[93.41, 95.45] [97.27, 97.43] [85.36, 90.49]

DeepSpot donne de manière générale un F1-Score plus élévé que celui de deepBlink
sur nos jeux de données (Tableau 2.1). Cependant, nous avons constaté que deepBlink a
de meilleures performances générales sur les données expérimentales que sur les données
simulées, probablement parce que le modèle deepBlink n’a été entraîné que sur des données
expérimentales. Les résultats de DeepSpot sont en revanche cohérents sur l’ensemble des
jeux de données, y compris celui de deepBlink sur lequel DeepSpot n’a jamais été entrainé.

Comme attendu, les performances du modèle DeepBlink sont meilleures sur ses propres
images smFISH, mais DeepSpot est parvenu à obtenir un score F1 de près de 88 %, un
résultat globalement bon étant donné que DeepSpot n’a pas été entraîné sur les données
de deepBlink. Ensemble, les résultats du tableau 2.1 indiquent que DeepSpot est une
méthodologie robuste qui offre un modèle généraliste pour le rehaussement du signal des
spots d’ARNm et garantit une détection de haute qualité des spots en aval sans avoir à
effectuer de réglages de paramètres.
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2.3 Discussion

Les méthodes récentes de microscopie smFISH sont capables de générer des milliers
d’images, il est donc devenu impératif d’introduire des algorithmes capables de simplifier
la détection des spots d’ARNm et en particulier d’éviter le réglage manuel des outils de
détection.

Dans ce chapitre, nous avons présenté DeepSpot, une nouvelle architecture CNN spé-
cialement conçue pour rehausser le signal des spots d’ARNm dans les images smFISH,
permettant ainsi l’utilisation en aval d’algorithmes de détection de spots courants, tels
que le détecteur de spots ICY, sans avoir à régler de paramètres. L’architecture de notre
réseau introduit le module Context Aggregation for Small Objects qui s’appuie sur une
convolution à trous pour fournir plus de contexte pour le rehaussement du signal des
petits objets correspondant aux spots d’ARNm. Le réseau DeepSpot a été entraîné et
testé sur 20 jeux de données simulés, ayant tous des caractéristiques de signal et de bruit
différentes, ainsi que sur un jeu de données expérimental précédemment publié qui a été
annoté pour les emplacements des spots. Nous avons montré (i) que notre approche ob-
tient de meilleures performances lorsque l’entraînement est effectué sur des données dont
l’intensité est très variable et (ii) que l’entraînement sur une combinaison de données
expérimentales et simulées est une approche viable dans un contexte réel.

En outre, nous avons comparé les performances de la combinaison de DeepSpot et
ICY à celles de la méthode deepBlink également basée sur de l’apprentissage profond et
nous avons montré qu’en moyenne, DeepSpot permet une meilleure détection des spots
d’ARNm que deepBlink. Nous avons constaté que la combinaison DeepSpot / ICY permet
une bonne detection des spots sur les jeux de données de test correspondant aux jeux de
données sur lesquels il a été entraîné, avec un score F1 moyen supérieur à 97%, mais
a également obtenu des résultats de précision élevés sur des jeux de données totalement
inconnus avec un score F1 de 88% pour les données fournies avec la publication deepBlink.
Dans l’ensemble, les bons résultats obtenus sur des données connues et inconnues indiquent
que DeepSpot est un modèle plus généraliste que deepBlink et qu’il atteint un bon équilibre
entre le sur-apprentissage et le sous-apprentissage. Nous supposons que cette capacité de
généralisation est probablement due à la fois à une forte régularisation au sein du réseau
et à la diversité du signal fourni par la diversité des données d’entraînement.

Cependant, l’impact des fluorophores non spécifiquement liés n’a pas été évalué dans
ce travail. Par conséquent, si DeepSpot est entraîné à distinguer les multiples variations
d’intensité du signal, dans les cas où l’intensité du signal des sondes non spécifiquement
liées est trop similaire en forme et en intensité au signal des sondes spécifiquement liées,



60 Chapitre 2. Rehaussement du signal dans les images smFISH pour une détection plus précise des ARNm

alors DeepSpot peut ne pas être en mesure de rehausser uniquement les spots correspon-
dant aux sondes spécifiquement liées. Cette question, commune à toutes les méthodes de
détection, mérite d’être approfondie.

En outre, il reste à déterminer si DeepSpot serait adapté à des systèmes plus com-
plexes tels que les tissus et quelles adaptations en termes d’architecture et de données
d’entraînement seraient nécessaires. De plus, même si l’architecture de DeepSpot a été
conçue pour être facilement extensible à la 3D en changeant les couches de convolution
2D en couches 3D dans Tensorflow, les performances de DeepSpot en 3D n’ont pas été
évaluées.

En conclusion, nous avons montré que le rehaussement du signal par DeepSpot permet
une détection automatisée et une localisation précise des spots d’ARNm pour les méthodes
d’analyse en aval et peut donc être un outil utile pour rationaliser non seulement la
détection des spots, mais aussi les études d’enrichissement localisé en ARNm dans les
cellules.
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Abstract

Detection of RNA spots in single-molecule fluorescence in-situ hybridization microscopy images remains a difficult
task, especially when applied to large volumes of data. The variable intensity of RNA spots combined with the high
noise level of the images often requires manual adjustment of the spot detection thresholds for each image. In this
work, we introduce DeepSpot, a Deep Learning-based tool specifically designed for RNA spot enhancement that
enables spot detection without the need to resort to image per image parameter tuning. We show how our method can
enable downstream accurate spot detection. DeepSpot’s architecture is inspired by small object detection approaches.
It incorporates dilated convolutions into a module specifically designed for context aggregation for small object and
uses Residual Convolutions to propagate this information along the network. This enables DeepSpot to enhance all
RNA spots to the same intensity, and thus circumvents the need for parameter tuning. We evaluated how easily spots
can be detected in images enhanced with our method by testing DeepSpot on 20 simulated and 3 experimental
datasets, and showed that accuracy of more than 97% is achieved. Moreover, comparison with alternative deep
learning approaches for mRNA spot detection (deepBlink) indicated that DeepSpot provides more precise mRNA
detection. In addition, we generated single-molecule fluorescence in-situ hybridization images of mouse fibroblasts
in a wound healing assay to evaluate whether DeepSpot enhancement can enable seamless mRNA spot detection and
thus streamline studies of localized mRNA expression in cells.

Impact Statement
Our paper introduces DeepSpot, a Deep Learning-based tool specifically designed to enhance RNA spots which
enables downstream spot detection without the need to resort to image per image parameter tuning. DeepSpot’s
architecture is inspired by small object detection approaches by integrating dilated convolutions into a module
specifically designed for context aggregation for small object and using Residual Convolutions to propagate this
information along the network.
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Attribution licence (https://creativecommons.org/licenses/by/4.0/), which permits unrestricted re-use, distribution, and reproduction in any medium,
provided the original work is properly cited.
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1. Introduction

Single cell microscopy together with RNA single-molecule fluorescence in-situ hybridization (smFISH)
technologies allows gene expression profiling at subcellular precision for determining molecular states of
various cell types(1) and that in high-throughput fashion(2). The repertoire of mRNA expression quan-
tificationmethods is large and includes smFISH, clamp-FISH, amp-FISH, andmultiplexed versions, such
asMerFISH, all allowing the localization of RNA at subcellular level. There are technological differences
between these methods in terms of number of detected RNAs and number of processed cells; however, all
produce imaging datawithmRNA spots that can be further matched to the spots’ x and y coordinates.With
such increased image acquisition automation and the consequent growing number of high-throughput
projects focused on spatially resolved transcriptomics, the need for automated and highly accurate
detection of mRNA spots in fluorescent microscopy images has become increasingly important.

smFISH is a method for visualizing individual RNA transcripts in fixed cells. smFISH is based on
targeting RNA molecules with a set of 24–48 oligonucleotide probes, each individually labeled with one
fluorophore. The combined fluorescence intensity level obtained from this high number of probes makes
each RNA transcript visible as a spot that can be computationally identified and quantified(3).

Despite the progress made in recent years, it is still difficult to detect the localization of spots
corresponding to different mRNAs in a fully automated manner. First, background intensity is often
irregular due to various factors, including autofluorescence that can be caused by intrinsic cell properties
and fixative-induced fluorescence phenomenon(4) or growth medium and buffers. An additional con-
tributor to the background noise is off-target binding of probes, which depends on a various number of
parameters, including the length of the transcript, its sequence, the cell type used, and others. Second, spot
detection is affected by the nonhomogeneous intensity distribution and indistinct spot boundaries relative
to the background.Moreover, fluorescence in-situ hybridization (FISH) imagesmay have a low signal-to-
noise ratio (SNR). Additionally, the boundary between background (noise) and signal (spots) is usually
not evident(5).

The main drawback of classical mRNA spot detection methods is the requirement of a strong human
input to determine the best parameters to handle variable image to image properties such as SNR and
presence of artifacts. Even small differences in these characteristics lead to the necessity for parameter
fine-tuning(6). Other than being time-consuming, the quality of detection largely depends on the capacity
of the user to correctly choose the method’s parameters according to each image properties (contrast,
spots, artifacts, and noise). Some recent deep-learning-based approaches for mRNA spot detection try to
circumvent this limitation, such as deepBlink(7).

Here, we introduce DeepSpot, a convolutional neural network (CNN) method dedicated to the
enhancement of fluorescent spots inmicroscopy images, thus enabling downstreammRNA spot detection
by conventional widely used tools without need for parameter fine-tuning. With DeepSpot, we show that
it is possible to avoid the manual parameter tuning steps by enhancing the signal of all spots so that they
have the same intensity throughout all images regardless of the contrast, noise, or spots shape. All the code
as well as the pretrained model is available on GitHub, and a plug-in for the image analysis tool Napari is
also distributed (https://github.com/cbib/DeepSpot).

DeepSpot gives a new twist to the residual network (ResNet) network architecture and learns to
automatically enhance the mRNA spots, bringing them all to the same intensity. In parallel, a multinet-
work architecture is integrated, trained by minimizing the binary cross-entropy (BCE) while providing
context for mRNA spots thanks to the atrous convolutions. We evaluated the impact of the spot
enhancement on the downstream mRNA spot detection, by performing spot detection using Icy with
fixed parameters on both simulated images and experimental images manually annotated. Moreover, we
compared the quality of mRNA spot detection from images enhanced by DeepSpot with deepBlink, and
have shown that our method achieves greater generalization to effectively handle full variability of
smFISH data. Finally, to illustrate the end-to-end use of DeepSpot in projects where detecting subcellular
localization with high precision is essential, we generated smFISH images from mouse fibroblasts in a
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wound healing assay, where enrichment of expression of β-Actin toward the location of the wound is
expected in the migrating 3T3 mouse fibroblasts.

2. Related Work

Methodologically mRNA spot detection can be related to the detection of small objects topic in image
analysis. The goal of spot detection is to find small regions in an image that differ from the surroundings
with respect to certain properties, such as brightness or shape, more precisely, regions with at least one
local extremum(8). Spots can be considered as a particular case of more or less circular objects of small
extent. Object detection has been one of the key topics in computer visionwhich goal is to find the position
of objects. However, small object detection, such as mRNA spots, remains difficult because of low-
resolution and limited pixels(9).

In this work, we propose a deep learning network inspired by small object detection approaches for
mRNA spot enhancement and we show how it can enable the downstream accurate detection of spots.

2.1. mRNA spot detection

In the case of FISH images, mRNA spots are small, compact, and smaller than the resolution limit of the
microscope(10); therefore, images of mRNA spots correspond to the maximum intensity pixel surrounded
by the diffraction of the fluorescence signal defined by the point spread function (PSF), which can be
modeled by a Gaussian within small radius disk (see Figure 1b). This radius depends on several imaging
parameters and optical properties of the microscope such as the diffraction limit or the excitation state of
the fluorophore.

While there is no universal solution to the detection of small objects such asmRNA spots in fluorescent
cellular images, a large plethora of work is available on the subject. A number of approaches have gained
wide popularity thanks to the development of software tools embedding the algorithms and providing user
with a graphical interface. In particular, ImageJ/Fiji(11,12) is widely used, largely due to the plug-in-based
architecture, recordable macro language, and programmable Java API. Another popular tool is CellPro-
filer(13), based on similar paradigms and FISH-Quant(14). A more recent platform, Icy(15), also provides
the possibility to develop new algorithms as well as a user interface for image analysis, including the Icy
spot detector for the detection of mRNA spots, a method based on wavelet transform decomposition(10).

Deep learning networks have been introduced for mRNA spot detection(16,17), and more recently
deepBlink(7). The latter focuses on a fully convolutional neural network based on the U-Net architecture.
deepBlink not only provides the code, but also annotated smFISH data and implements a threshold-
independent localization of spots.

B

e

A

Figure 1. (a) RNA spots on a noisy background. (b) Spots’ intensity is increased after the enhancement
by e.
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2.2. Detection and enhancement of small objects

Consistently with the mRNA spot detection difficulty, detection of small objects remains a challenging
part of the general object detection problem due to the limited information contained in small regions of
interest. For instance, it has been shown that the object size has a major impact on the accuracy of Deep
Learning object detection networks such asVGG,ResNet, or InceptionV2(9). Indeed, small objects do not
contain sufficient semantic information(18), and thus the challenge is to capture semantic features while
minimizing spatial information attenuation(19).

Expectedly, adding more context improves the detection of small objects(19–21). An elegant solution is
to use the dilated convolution (a.k.a. atrous convolution), because the receptive field can be expanded
without loss of resolution and thus capture additional context without loss of spatial information(22,23).

Of particular interest to our work is the signal enhancement, an image processing technique aiming to
reinforce the signal only in those regions of the image where the actual objects of interest are, and
potentially toweaken the noise or the signal from other structures(24). In our case, the objects of interest are
mRNA spots.

Image enhancement is the transformation of one image X into another image e Xð Þ (see Figure 1). Pixel
values (intensities) of X at spot locations are modified according to the transformation function e, the
resulting pixel values in image e Xð Þ measuring the certainty of mRNA presence at that position. Thus,
e Xð Þ can be considered as a probability map that describes possible mRNA spot locations(24).

Small object enhancement has been developed in other fields thanmRNA spots in fluorescent imaging,
such as in astronomy to enhance stars or galaxies over the cosmic microwave background(25) or in the
biomedical imaging to facilitate the human detection of larger spots such as nodules(26). In themicroscopy
field, Deep-STORM(27) enhances the resolution of single-molecule localizationmicroscopymRNA spots
using deep learning. However, these images do not have the same characteristics as smFISH data in terms
of noise or signal. For example, human nodules are much larger objects than typical mRNA spots. As for
the star enhancement method proposed by Sadr et al.(25), it is not suited for low-intensity spots(28), which
is a major concern in spot detection for smFISH images.

3. Materials and Methods

3.1. Materials

3.1.1. smFISH datasets with alternatively established spots’ localization
Weconstructed a dataset DSexpof 1,553 images from the experimental smFISH data acquired inReference
(29), by applying 256�256pixels patches to better fit in theGPUmemory (see Table 1). The authors have
performed spot detection using image analysis techniques, such as local maximum detection, imple-
mented in the BIG-FISH pipeline(30). Along with the scripts, the authors provided a list of 57 parameter
combinations that were used to detect the spots in 57 different image acquisition series of 32 genes used in

Table 1. List of datasets used for training (22 training datasets) and evaluation (21 test datasets) of the
DeepSpot network. Images in the DSivar datasets have spot intensities between 160 and 220 for each
image. For the fixed intensity datasets DSifixed, the spot intensity is set to one value within [160…220]
for a given image, but varies from image to image. Ten variable intensity DSivar and 10 fixed intensity
DSifixed datasets are named according to the number of spots in the images, i. The dataset DShybrid

combines DSexp with 25% simulated images.

Datasets #Spots per image Intensity #Images train #Images test #Datasets train/test

DSexp 10≤ i≤ 150 Variable 1,453 100 1/1
DSivar i∈ 10…100½ �mod10f g Variable 2,000 400 10/10

DSifixed i∈ 10…100½ �mod10f g Fixed 2,000 400 10/10
DShybrid 10≤ i≤ 150 Variable 2,000 NA 1/NA
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their study. We ran the pipeline with these parameters and performed an additional manual curation to
keep patches with number of spots between 10 and 150 and remove those with a visually obvious over- or
under-identification of spots. The resulting DSexp dataset of 1,553 images representing 27 different genes
is thus experimentally generated and guarantees high confidence in the ground truth annotation of mRNA
spot coordinates.

We have also downloaded the dataset DSdB from the deepBlink publication(7), composed of
129 smFISH images acquired from four different cell culture conditions of the HeLa-11ht cell line.
The authors provided their annotation of mRNA spots’ locations, which was performed using TrackMate
and curated by experts.

To estimate the variability of spot intensity, we also calculated the coefficient of variation (CV) of
spot intensities for each gene of DSexp as well as for the entire DSexp and DSdB datasets
(Supplementary Figure S1). While, for most images and genes, the CV ranges from 0.25 to 0.50,
some have a very high CV. The global CV for all the spots of all the images in the DSexp dataset is 0.72
and 0.22 for DSdB.

3.1.2. Novel smFISH dataset from a wound healing assay
To evaluate whether DeepSpot enables precise mRNA spot detection in a biological context, wemade use
of the wound healing assay(31) to generate a second experimental dataset DSwound. In the wound healing
assay,migrating cells, such as fibroblasts, are grown on a coverslip and serum starved for synchronization.
A scratch in the middle of the coverslip is then generated, mimicking a wound, followed by induction of
the cells to polarize andmigrate toward the wound, to generate wound closure, done using replacement of
serum starved medium with 10% FBS-containing medium. We used 3T3 mouse fibroblasts in a wound
healing assay, followed by cell fixation. Fixed samples were taken for smFISH experiments to visualize
and quantify β-ActinmRNA and imaged on a custom-built Nikon Ti Eclipse widefield TIRF microscope.
β-Actin has been previously shown to be enriched in neuronal growth cones of extending axons, as well as
the leading edges of migrating cells, and this enrichment has typically been associated with cell polarity
and neuronal plasticity(32–34). Based on this, we hypothesized that β-Actin would be enriched in the
leading edge of migrating 3T3 fibroblasts. The dataset is composed of 96 images, 48 images of
nonmigrating cells (control), and 48 images of migrating cells. Each image was divided into four patches,
yielding a total of 384 patches of 256�256 pixels size.

3.1.3. Simulated and hybrid datasets
In addition to the experimental datasets, we have built 20 simulated datasets with images 256�256pixels
of width and height, the same as the patches of DSexp . Briefly, the background was generated by a
combination of Poisson noise and Perlin noise with a random intensity between [80, 150]. Elastic
transformations were added to this noise to approximate the variety of textured background noise in
the experimental images. Spots were generated as circles, randomly placed in the image, and then
convolved with a Gaussian function that approximates PSF. Their size randomly ranges from 4 to 9 pixels
in diameter, including Gaussian smoothing.

Two different types of simulated datasets were generatedDSfixed andDSvar, each containing 10 datasets
defined according to the number of spots per image i ∈ 10…100½ �mod10f g (see Table 1). For example,
in the DS20fixed dataset, each image contains 20 spots, and in the DS70var dataset, each image contains 70 spots.
Each image in the DSfixed dataset has the same fixed spot intensity for all spots randomly chosen in the
interval [160, 220], whereas in the DSvar dataset, the spot intensity is randomly chosen from the same
interval for each spot, resulting in images with variable spot intensity.

In addition to the experimental and simulated datasets, we have built a hybrid dataset DShybrid where
the experimental data from DSexp are augmented by appending an additional 25% of simulated images
generated with both variable spots’ intensity and variable spots’ number per image, within the [160, 220]
and [10, 100] intervals, respectively. The intensity of the spots is calculated with respect to the intensity of
the background noise, so that the generated images have an SNR between 10 and 40. These values
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correspond to the minimum and median SNR values in our experimental images, respectively
(Supplementary Figure S2).

3.1.4. Ground truth
Since the goal of our network is to learn to transform an image X into e Xð Þ, where intensity at spots’
location is enhanced, the training step has to be provided with the enhanced counterpart of each image in
the training set. That is, training sets include pairs of images 〈X ,e Xð Þ〉where e is the procedure that is used
to produce ground truth enhanced images: for each spot (Figure 1a), the ground truth enhancement
procedure e is applied at the spots’ locationsA Xð Þ, resulting in images where spots are enhanced as shown
in Figure 1b.

In this work, we implement e as a kernel of 3�3pixels at all locations where the spots were annotated
in the experimental dataset DSexp or generated for DSfixed, DSvar, and DShybrid (see Table 1). The kernel has
the same pixel values for all the spots, in order to drive the network to learn to enhance all spots up to the
same level of intensity, regardless of the initial intensity in the acquired data. The enhancement kernel of
DeepSpot is smaller than the smallest spot size in our datasets; therefore, it is not expected to augment the
size spot. This is particularly important for spatially close spots. Moreover, background is kept the same
between X and e Xð Þ, so the transformation does not affect the background.

3.2. Method

In this section, we present the DeepSpot enhancement network in detail. We first overview the network
architecture and then we discuss the custom loss function.

3.2.1. Network architecture
DeepSpot network is composed of two main components as shown in Figure 2. The first component is a
multipath network shown in Panel A. The second component is an adapted residual network as shown in
Panel B.
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Figure 2.DeepSpot network architecture is composed of the context aggregation for small objects module
constituted of a multipath network (Panel A) and a customized ResNet component (Panel B). A custom

loss function is used for training the network.
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Context aggregation module. As pointed out in Reference (22), finding small objects is fundamentally
more challenging than large objects, because the signal is necessarily weaker. To solve this problem in the
context of mRNA spot detection, we developed a new module, that we called the context aggregation for
small objects (CASO) module(35), demonstrated that using image evidence beyond the object extent
(context) always enhances small object detection results, and we therefore developed our CASO module
to aggregate context around the mRNA spots. The CASO module is a multipath network as shown in
Panel A of Figure 2. It takes the input image and processes it along three different paths eachwith different
types of convolution blocks to collect specific information from the input image. Each path contains three
convolution blocks.

1. The first path is composed of traditional convolution blocks (2D convolution, batch normalization,
activation, and max pooling). These blocks, often used in CNNs, are particularly efficient to
reinforce the semantic information at the expense of spatial information.

2. The second path uses only 2D convolutions, batch normalization, and activation. As Max Pooling
is known to keep mostly the maximum intensities in images, some of the faint spots may be
eliminated during the max pooling operation. In this path, we used strided 2D convolutions instead
of a max pooling layer, to keep the information of low intensity of spots. To make sure to end up
with the same receptive field as the first path, we set the stride to 2.

3. The third path makes use of the atrous convolution pooling(22), implemented as a 2D convolution
with the dilatation rate of 2. The following layers are batch normalization, activation, and max
pooling.

The CASO module is a multipath neural network and can learn more comprehensive and comple-
mentary features than a single path. In particular, the goal of the atrous convolution is to bring more
context around the small spots (see Section 2.2), while the two other paths aggregate the semantic
information of the bright spots and faint spots for the first and second paths, respectively. The results of the
three encoding paths are then concatenated to construct a longer feature vector containing information
extracted by each path. For all convolutional blocks, the activation function is the rectified linear unit
(ReLU). The number of filters for the 2D convolutions in the CASO module are 32, 64, and 128 for the
first, second, and third paths, respectively.

Custom ResNet. For the second component (Panel B of Figure 2), we customized the ResNet architecture
to create a residual neural network composed of 10 consecutive convolutional residual blocks (ResBlock),
using full pre-activation blocks described in Reference (36), where the authors suggested that the better
results obtained by the full pre-activation blocks are due to the pre-activation by the batch normalization
that improves regularization of the model due to the fact that the inputs to all weight layers have been
normalized. Each ResBlock is composed of three subblocks as shown in Figure 3. A subblock is
constituted of a batch normalization followed by an activation (ReLU) and a 2D convolution. After the
three subblocks, a spatial dropout layer with the rate of 0.2 is applied. Each ResBlock ends by the residual
connection.

To obtain an output image with the same size as the input image, we used a particular type
of convolutional block. Recently, Reference (37) demonstrated that the use of up residual blocks
(UpResBlocks) instead of classic up-convolution blocks improves the performance of generative
networks by preserving the effective features from the low-dimensional feature space to the
high-dimensional feature space. Our decoding path is composed of three UpResBlocks and reconstitutes
an output with the same size as the input while propagating low-dimensional feature information of the
enhanced spots from the custom ResNet to the last layer. Each UpResBlock is constituted of three
subblocks containing a 2D transposed convolution, batch normalization, and activation (ReLU). The
three subblocks are followed by a spatial dropout layer with the rate of 0.2. UpResBlocks then end with a
residual connection. A sigmoid activation function is applied to the last convolution, so that all the pixels
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have values in the 0,1½ � interval. The final image is obtained by normalizing the pixel intensities between
0 and 255.

3.2.2. Loss
Wedefined our custom loss function as a combination ofBCEandmean squared error (MSE) functions. The
main termof the loss function is theBCE loss, defined byℒBCE x, x̂ð Þ ¼ x log x̂ð Þþ 1�xð Þ log 1� x̂ð Þð Þthat
measures the difference between the images predicted by the network x̂and the ground truth images x.While
mostly used for classification, it can also be used for segmentation and enhancement due to its performance
for pixel-level classification(38).

To this main ℒBCE term, we added a regularization term defined by MSE, MSE ¼
1
n

Pn
i ¼ 1 max xið Þ� max x̂ið Þð Þ2 that is computed between the maximum value of the predicted image

max x̂ið Þ and the maximum value of the ground truth image max xið Þ. This regularization drives the network
to produce spots whose intensity is close to 255 (see Table 2), and therefore standardizes the signal
enhancement intensity in the output images, which in its turn facilitates the downstream automatic detection
of the spots. The total loss function isℒBCEþℒMSE.

4. Results

We trained the DeepSpot network on our 20 simulated training datasets DSfixed and DSvar as well as on the
experimental and hybrid datasets DSexp and DShybrid , resulting in 22 models Mfixed , Mvar , Mexp , and
Mhybrid. Training parameters were optimized with HyperOpt algorithm(39) and the ASHA scheduler(40).
The best configuration obtained and used for further trainings had the learning rate of 0.0001, the dropout
rate of 0.2, and the batch size of 32 and 128 filters per convolution.

Each of the resulting 22 models was evaluated on the 21 test datasets from Table 1, yielding
462 enhanced test datasets (8,100 images in total). To assess whether DeepSpot enhancement enables
easy spot detection, we applied the Icy spot detector (10) to the images enhanced by different models.
Moreover, we defined a unique set of Icy parameters that matches the shape and intensity of the enhancing
kernel of the DeepSpot network: scale 3 and sensitivity 20, and scale 7 and sensitivity 100. We then
evaluated whether the detected spots from the enhanced images matched well with the annotated ground
truth of spots’ coordinates.

Batch norm

ReLU

3 x 3 Conv2D

Dropout

F(x)

x

F(x) + x

norm

U

nv2D

ut

1x1 Conv2D

x3

Figure 3. Full pre-activation residual block, composed of batch normalization, activation, and convo-
lution, repeated three times before dropout and residual connection.
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4.1. Evaluation procedure

We denote byD Xð Þ ¼ p1,…,pnf g the point pattern detected by Icy from the enhancement of an image X
byDeepSpot and byA Xð Þ ¼ q1,…,qmf g the ground truth annotation of spot coordinates. Notice thatm is
not necessarily equal to n, corresponding to under- or over-detection, and even for a well-detected spot,
the coordinates in A and D may slightly differ. To account for these remarks, we used the k -d tree
algorithm(41) to query the detection D for nearest neighbors in A as proposed in References (42,43). The
number of neighbors was set to 1 and the matching radius t to 3 (coherent with the enhancement kernel for
ground truth images).

This allows to establish a matching for all annotated points under t ¼ 3 and thus also defines the
number of False Negatives or False Positives corresponding to the missing matches from D Xð Þ or A Xð Þ,
respectively. True Negatives are defined by all pixels p of the confusion matrix such that
p ∈ X \ A Xð Þ∪D Xð Þf g. However, given that ∣X ∣≫ ∣X \ A Xð Þ∪D Xð Þf g ∣ implies inflated TN values,
this makes measures such as accuracy, AUC, and ROC curve irrelevant.

The drawback of matching m versus n points is the possibility of ambiguous matching. With the k-d
tree approach, it happens when two points qi,qj ∈ A can match to one pk ∈ D (see Figure 4). This can
happen if annotated spots qi,qj are close and the detected matching point for both of them, pk, lies within
the same distance t, which can correspond to an over-enhancement and thus blurring between the two
spots in the enhanced image. While alternative solutions such as the Linear Assignment Problem can be
used, they do not avoid the problem of matching two different numbers of points. The k-d tree approach
has the advantage to keep the ambiguous matches (AMs) explicitly to measure this effect. We thus also
report the number of AMs.

4.2. DeepSpot enhances the mRNA spot signal to the same intensity

To avoid the manual selection of the detection threshold, it is imperative to have a homogeneous spot
intensity for thewhole dataset in order to use a unique set of parameters for all images. Table 2 summarizes
the intensities obtained after enhancement by DeepSpot for each category of datasets described in Table 1
(experimental, hybrid, simulated with variable, and fixed intensities).

As expected, intensities were closer to 255when training and test datasets belong to the same category.
For example, models trained on data with fixed intensities Mfixed and applied to data with fixed intensities
DSfixed produced enhanced spot intensities very close to 255. Similarly, enhancement close to 255 could
be observed whenmodelsMvar were evaluated onDSvar. Of particular interest are the enhancement results

Table 2. Spot enhancement performance in terms of resulting spot intensity. The measures displayed
correspond to the spot intensity between [0, 255] after enhancement by the neural network and
averaged by category of models and datasets. Between brackets are shown the 95% confidence

intervals. Model categories are listed in rows, whereas columns correspond to the dataset categories
on which the different models were applied.

Test
Train DSexp DSfixed DSvar

Mexp 249.55 250.81 247.07
[249.29, 249.82] [250.68, 250.93] [246.68, 247.45]

Mhybrid 241.15 248.71 243.3
[240.79, 241.52] [248.57, 248.85] [243.14, 243.45]

Mvar 248.92 251.99 254.57
[248.47, 249.37] [251.93, 252.05] [254.53, 254.62]

Mfixed 242.93 254.73 249.33
[242.16, 243.71] [254.71, 254.75] [249.09, 249.57]
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from the Mexp training that are close to 250 for every dataset, experimental or simulated. Hybrid model
enhances intensities to 241 on the experimental dataset. In general, the enhanced spot intensities were
between 241 and 255, representing a variation of only 5.4% from the maximum intensity, which is
sufficient to fully separate smFISH spots from the background in the enhanced images.

4.3. DeepSpot enables accurate mRNA spot detection

The summary statistics of performance of each model type are reported in Table 3 including the mean
F1-score, precision, recall, and AMs, with 95% confidence interval. For a given modelM, each metric
was computed for all enhanced images (8,100 in total). The mean metric value �x and 95% confidence
interval C were then calculated separately for each model type. Due to the high prevalence of True
Negatives, instead of the Accuracy measure, we calculated the F1-score, which gives an indication of
the model accuracy with a better balance between classes than the actual accuracy measure, by not
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Figure 4. Spot matching by 1-neighbor k-d tree between the detected mRNA spots p1,…,p9f gdepicted in
blue and annotated spots q1,…,q7f g depicted in red. The k-d tree construction for p1,…,p9f g is shown
on the left. Using the matching radius depicted by circles, the k-d tree queries for q1 and q2, shown in red,
lead to the same leaf p2 and correspond to an ambiguous match, while query for q3 leads to an unique

match. mRNA spots p1,p4, and p8 are the False Negatives.

Table 3. Models’ performance per model type. Metrics (F1-score, precision, recall, and ambiguous
matches [AMs]) were calculated by averaging the values obtained for each image of the 21 test

datasets. Top values in cells correspond to the mean value, whereas bottom values between brackets
show the 95% confidence interval. Best values are highlighted in bold.

Model F1-score (%) Precision (%) Recall (%) AM (mean/img)

Mexp 87.8 99.6 80.1 2.7
[87.6, 88.1] [99.5, 99.7] [79.8, 80.5] [1.4, 4.0]

Mhybrid 97.3 99.3 95.5 0.94
[97.2, 97.3] [99.2, 99.4] [95.4, 95.6] [0.56, 1.32]

Mvar 94.3 99.5 91.4 1.19
[94.3, 94.4] [99.5, 99.5] [91.3, 91.5] [1.03, 1.35]

Mfixed 91.6 99.9 85.7 2.05
[91.5, 91.7] [99.9, 99.9] [85.6, 85.8] [1.77, 2.32]
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including True Negatives. We compared the F1-scores for each of the 14 genes present in the test
dataset; no major difference in DeepSpot performance can be observed for these genes
(Supplementary Figure S3). This consistency in performance across different SNR values
(Supplementary Figure S2) shows that DeepSpot has the capacity to enhance spots in images with
varying characteristics.

The results in Table 3 indicate that the number of FP is very low for all models, given that both
precision and recall are high. Importantly, Mhybrid has shown best overall performance in terms of
precision, recall, and F1-score, thus indicating that the mRNA spot enhancement by Mhybrid leads to the
least FP and FN counts in the downstream mRNA spot detection.

Figure 5 shows the mean F1-scores for each of the 22 models evaluated on the 21 datasets. This heat
map indicates that (a) models trained on the DSifixed training sets perform better on the corresponding
DSifixed test sets rather than on variable intensity test sets, and (b) models trained on DSivar training sets
show better performance on the corresponding test sets rather than on fixed intensity test sets. It also
shows that Mvar models are globally better than Mfixed models. A plausible hypothesis is that training on
variable intensities makesmodels better at generalizing on other data. Finally,Mhybrid is the model that has
the best overall performance, including the experimental dataset. Again, the diversity of training data
drives this model to be more robust to newly encountered data.

More generally, given that the F1-score is above 90% for all the models, we can conclude that the
architecture of the DeepSpot neural network is particularly suited for the task of mRNA spot enhance-
ment.

4.4. DeepSpot enables more accurate spot detection compared with deepBlink

The main objective of our DeepSpot method is to circumvent the parameter fine-tuning and enable the
downstream spot detection with a unique parameter set. As such, this objective fits well with the one that
the authors of deepBlink(7) have pursued, despite the fact that the latter proposes a new spot detection
method, while our goal is to fit a spot enhancement step into commonly used workflows. Consequently,
deepBlink constitutes a relevant comparison target.

Figure 5. Heat map of the F1-scores obtained by each of the 22 models when evaluated on the 21 test
datasets described in Table 1.
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Wecompared the accuracy of spot detection by themodelMdBmade available on deepBlink associated
GitHub with that of DeepSpot when trained on hybrid data Mhybrid, both on our datasets as well as on the
dataset provided by the authors of deepBlink, DSdB . Table 4 shows the F1-scores for each dataset
category. It should be noted that deepBlink’s precision is close to 99%, while its recall is very low for
certain datasets (Supplementary Figure S4), meaning that the main drawback of deepBlink is in terms of
false negatives (missing true spots). We illustrate this in Figure 6, where we provide a comparison of
deepBlink and DeepSpot on both experimental and simulated data examples.

Table 4. Models’ performance for deepBlink and DeepSpot for smFISH spot detection. Overall
F1-scores are calculated by averaging the values obtained for each image of the test datasets

corresponding to each dataset category. Top values in each cell correspond to the mean value, whereas
bottom values between brackets show the 95% confidence interval. Best values are highlighted in bold.

F1-score (%)
Model DSexp DSvar DSfixed DSdB

MdB 78.7 47.97 67.4 94.2
[75.26, 82.14] [46.86, 49.07] [66.28, 68.51] � 0.141 (std)

Mhybrid 94.43 96.67 98.04 87.92
[93.41, 95.45] [96.58, 96.75] [97.96, 98.12] [85.36, 90.49]

deepBlink

Experimental data
from DSexp

Simulated fixed
intensity

Simulated variable
intensity

DeepSpotOriginal
deepBlink
Zoom In

DeepSpot 
Zoom In

Ground 
truth

Experimental data
from deepBlink

Figure 6.Examples of the results obtainedwithDeepSpot and deepBlink on the experimental test datasets
DSexp (first row) and deepBlink (second row), and the simulated spots with fixed (DSfixed) and variable
(DSvar) intensity datasets for the third and fourth rows, respectively. Colored circles indicate where the
spots were detected by DeepSpot and deepBlink (blue and green, respectively). In the ground truth
column, pink circles indicate the spots that were previously annotated as ground truth by alternative

methods. The last two columns show themagnification at the positions indicated by the colored rectangles
for DeepSpot and deepBlink, respectively.
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DeepSpot clearly outperformed deepBlink on our datasets (Table 4). However, we found that MdB

performed better on experimental data than on simulated data, presumably because deepBlink model
has only been trained on experimental data. Mhybrid results were consistent on all of our datasets. We
have also applied our Mhybrid model to the smFISH test dataset DSdB provided by the authors of
deepBlink. Results reported in Table 4 for the detection of spots by MdB from the images of the DSdB
dataset are those obtained by the authors and originally reported in Reference (7). Not surprisingly,
deepBlink model performance is better on their own smFISH images; however, DeepSpot managed to
have an F1-score of nearly 88%, a noticeable achievement since the model has not been trained on the
DSdB data. Together, the results of Table 4 indicated that DeepSpot is a robust methodology that offers a
generalist model for mRNA spot enhancement and ensures high-quality downstream spot detection
without parameter tuning.

4.5. DeepSpot’s use in an end-to-end smFISH experiment

To evaluate whether DeepSpot can be effectively used in an end-to-end smFISH experiment, we have
performed a wound healing assay in which cells migrate toward a wound to close it. To investigate
whether β-Actinwas enriched at the leading edges of 3T3 migrating fibroblast cells (see Section 3.1.2),
the wound location wasmanually annotated as shown in a typical image example in Panel A of Figure 7.

All the cell images were segmented by manually, yielding cell and nucleus masks. Wound location
defined the cell migration direction as schematically shown in Panel C of Figure 7. We partitioned the
cell masks into three sections by computing 120° section centered at the nucleus centroid, and
anchoring one of these sections as oriented toward the wound location Swound at 60° angle to the left
and to the right of the line between the nucleus centroid and the wound location. This cell segmentation
allowed us to compute the normalized number of detected mRNA spots in the cytoplasmic part of each
section S1,S2,S3.

Using the DypFISH framework(44), we further compared the cytoplasmic mRNA relative density in
Swound (light blue) and in sections that are not oriented toward the wound (dark blue), as shown in Panel B
of Figure 6. We used the Polarity Index(44), that measures the enrichment of mRNA in different sections.
Briefly, the Polarity Indexmeasures how frequently the relative concentration within the wound section is
higher than in the non-wound section. The Polarity Index lies between �1,1½ �: a positive value implies a
wound-correlated enrichment of RNA transcripts, whereas a negative value implies enrichment away
from the wound, and a value of zero implies no detectable enrichment.

β -Actin mRNA was highly enriched in the leading edge of migrating cells, whereas almost no
detectable enrichment of β-Actin was found in the leading edge of control cells. This is in line with
previously published data, showing enrichment of β-Actin in leading edges of migrating fibroblasts(45).

5. Discussion and Conclusion

Recent FISHmicroscopy methods are capable of generating thousands of images, and it has thus become
imperative to introduce algorithms capable to streamline the detection of mRNA spots and in particular to
avoid manual fine-tuning of numerous parameters.

5.1. Limitation

The impact of the nonspecifically bound probes was not evaluated in this work. Consequently, even if
DeepSpot is trained to distinguish between multiple signal intensity variations, in cases where the
signal intensity of the nonspecifically bound probes is too similar in shape and intensity to the signal of
the specifically bound probes, then DeepSpot will not be able to enhance only spots corresponding to
specifically bound probes. This issue, common to all detection methods, deserves further investiga-
tion.
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Moreover, it remains to be investigated whether DeepSpot would be suitable for more complex
systems such as tissues and which adaptations in terms of its architecture and training data such
improvement would require. Moreover, even if DeepSpot architecture was designed to be easily
extensible to 3D by changing the 2D convolution layers to 3D layers in TensorFlow, the performance
of DeepSpot in 3D has not been evaluated.

5.2. Discussion

In this work, we introduced DeepSpot, a novel CNN architecture specifically designed to enhance RNA
spots in FISH images, thus enabling the downstream use of well-known spot detection algorithms, such as

A

C

B

D

120°

Wound location

Non Leading 
edge

Leading 
edge

Cell

D

Figure 7. Processing steps for the end-to-end wound healing assay. Panel A shows a typical smFISH
image of the wound healing assay. Panel B shows the cell quantization procedure in three sections and the
direction of the wound (red arrow). Swound section is oriented toward the wound and is shown in light blue,

and other sections are in dark blue. Panel C represents how the cell and nucleus were manually
segmented and mRNA spots were counted after enhancement within the cytoplasmic portion of each
section. Panel D presents the Wound Polarity Index (WPI) of cytoplasmic mRNA transcripts in Swound
compared to other sections for the β-Actin RNA. WPI was calculated in migrating and nonmigrating
cells. The bars correspond to the median and the error bars to the standard deviation from the median for

100 bootstrapped WPI estimates.
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the Icy spot detector, without parameter tuning. In particular, the architecture of our network introduces
the CASO module that relies on sparse convolution to provide more context for enhancement of small
objects corresponding to mRNA spots. DeepSpot network has been trained and tested on 21 simulated
datasets, all with different signal and noise characteristics, as well as on a previously published
experimental dataset that was annotated for spot locations. We have shown that (a) our approach achieves
better performance when the training is performed on data with highly variable intensity and
(b) performing training on a combination of experimental and simulated data is a viable approach in
real-life setting.

Furthermore, we compared the performance of combining DeepSpot and Icy to that of the state-of-the-
art deep-learning-based method deepBlink and have shown that, on average, DeepSpot enables a
substantially better detection of mRNA spots than deepBlink. We found that DeepSpot/Icy workflow
provided excellent quality spot detection on the test datasets corresponding to the datasets on which it has
been trained, with the average F1-score of above 97%, but also achieved high-precision results on fully
unknown datasets with the F1-score of 88% for the datasets provided with the deepBlink publication.
Taken together, the good results on both known and unknown data indicate that DeepSpot is a more
generalist model than deepBlink and that it achieves a good balance between overfitting and underfitting.
We hypothesize that this generalization capacity is possibly due to both strong regularization within the
network and the diversity of signal provided by the carefully constructed training data.

To evaluate howwell our method is suited for end-to-end biological investigations, we have shown the
efficiency of the DeepSpot model trained on the combination of experimental and simulated data in the
context of an independent study of cell migration.We have performed smFISH to detect β-Actin in mouse
fibroblasts in a wound healing assay and enhanced the resulting images using our combination model,
which allowed us to detect that the β-ActinmRNAenrichment is specific to leading edge ofmigrating cells
as contrasted by its expression in nonmigrating cells.

To conclude, we have shown that DeepSpot enhancement enables automated detection and accurate
localization of mRNA spots for downstream analysis methods and can thus be a useful tool to streamline
not only spot detection, but also studies of localized mRNA enrichment within cells.
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Supplementary Figure S1: Boxplots of the Coefficients of Variation of the spots intensities

(defined as the ratio ) for 27 genes and for the whole dataset DSexp (Chouaib et al.,σ
µ

2020). Maximum intensity of each spot from DSexp annotated by Chouaib et al. (2020) and

DSdb annotated by Eichenberger et al., (2021) is used to compute the Coefficient of

Variation (CV) of spot intensities.



Supplementary Figure S2: Signal to Noise Ratio (SNR) distributions. SNR is measured by

, where S is the maximum pixel intensity of spots in an image, B is the𝑆𝑁𝑅 =  (𝑆 − 𝐵) / σ

mean value of the background and σ is the standard deviation of the background. SNR is

computed for each image; boxplots represent the distribution of SNR for each of the 27

genes, for the entire curated dataset (DSexp) from the Chouaib et al., (2020) publication and

the dataset (DSdb) from Eichenberger et al., (2021).



Supplemental Figure S3: F1-score of spot detection after DeepSpot enhancement for 14

genes belonging to the test dataset from Chouaib et al. (2020). For each gene, F1-scores

were calculated by averaging the F1-score obtained for each image.



Supplemental Figure S4: F1-Scores of deepBlink spot detection on all simulated and

experimental datasets. Scores were obtained by averaging the F1-score values of all images

belonging to each dataset.



Supplemental Figure S5: Loss values per epoch for 4 different trainings of DeepSpot and

one training of a vanilla U-Net. The training curve of the U-Net is shown in blue. Differences

in the number of epochs are due to the early-stopping. All trainings were performed with the

same parameters, namely a patience of 50 epochs on the Nvidia T4 GPU cards.



Training Epochs Execution time (minutes)

U-Net 342 232

DeepSpot run 1 268 397

DeepSpot run 2 264 380

DeepSpot run 3 213 316

DeepSpot run 4 265 386

Supplemental Table S1: Benchmarking execution time for DeepSpot and a vanilla U-Net. All

five trainings were performed with the same setup described in the manuscript in the

"Hardware and Framework" section. Differences in the number of epochs are due to the use

of early-stopping. All trainings were run with the same parameters, namely a patience of 50

epochs on the Nvidia T4 GPU cards.
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Chapitre 3

Rehaussement du signal des noyaux
cellulaires dans l’imagerie à faible
intensité

3.1 Contexte scientifique

La segmentation des noyaux cellulaires présente un intérêt pour un certain nombre
d’applications telles que la détection, le décompte, le suivi des cellules (tracking), leur
analyse morphologique ainsi que pour pouvoir par la suite définir des régions de l’image
dans lesquelles il sera possible de quantifier l’expression moléculaire, par exemple quan-
tifier l’expression à la périphérie des noyaux. La segmentation automatique et précise
des noyaux est particulièrement importante dans le cas de l’imagerie microscopique à
haut débit, pour laquelle cela constitue souvent la première étape des pipelines d’analyses
quantitatives.

Des outils récents basés sur l’apprentissage profond, tels que Cellpose [166] et StardDist
[154], ont considérablement réduit la difficulté de segmentation des noyaux, notamment
en supprimant l’étape consistant à adapter les paramètres de détection à chaque image ou
à chaque série d’images. Cependant, malgré ces avancées méthodologiques importantes,
aucune combinaison unique de méthodes ne peut être adoptée pour effectuer automatique-
ment la segmentation des noyaux dans toutes les images en raison de l’hétérogénéité des
échantillons biologiques [64]. En particulier, l’imagerie live-cell représente un écueil pour
ces techniques, car ces images sont souvent acquises avec de faibles niveaux de lumière et
de ce fait, l’intensité du signal qui en résulte est assez faible.

De plus, ces modèles suivent le paradigme d’apprentissage supervisé et nécessitent
donc des ensembles de données bien annotées. Cependant, de tels jeux de données sont
difficiles à acquérir. Premièrement, obtenir des annotations expertes pour de grands vo-
lumes de données est couteux en temps, ce qui implique qu’il n’en existe pas beaucoup.
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Deuxièmement, l’annotation experte peut être elle-même source de biais dans les données,
posant un challenge pour la qualité de l’annotation. De ce fait, il est compliqué d’avoir
des jeux de données suffisamment grands, variés et de haute qualité, pour entrainer des
modèles.

Dans ce chapitre, nous proposons de contourner cette difficulté intrinsèque à l’appren-
tissage supervisé en choisissant une approche non supervisée. De plus, comme dans le
chapitre précédent, au lieu de s’attaquer directement au problème de segmentation, nous
proposons une solution de rehaussement du signal, s’inscrivant aisément comme une étape
dans des pipelines classiques. Plus précisément, nous tirons parti des récentes avancées
dans le domaine des réseaux génératifs adverses non supervisés et plus particulièrement,
du transfert de style. En ce qui concerne le problème de la segmentation des noyaux, il
est possible de définir deux styles différents pour les images : (i) les images de noyaux
acquises avec une faible intensité lumineuse, que nous utiliserons comme le style "source",
(ii) les images acquises dans des conditions usuelles avec une intensité normale, que nous
utiliserons comme le style "cible" (voir les exemples sur la figure 3.1. L’idée que nous
développerons dans ce chapitre est alors de traduire les images du style source au style
cible de façon à ce que les outils de segmentation entrainés sur des images ayant des
caractéristiques du style cible puissent aisément segmenter les images après transfert de
style.

Images “sources” Images “cibles”

Figure 3.1 – Les deux styles d’images définis pour le CycleGAN. À Gauche
le style "source", pour lequel les caractéristiques principales des images sont
un SNR faible et une très légère saillance des noyaux. À droite le style
"cible" contenant des images ou le SNR est élevé et la saillance des noyaux
très visible.

Nous présentons dans ce chapitre la méthode SalienceNet, une approche non supervisée
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basée sur l’apprentissage profond pour augmenter la saillance (salience) des noyaux dans
les images de microscopie. Nous appliquerons cette méthode au transfert de style depuis
des images d’organoïdes acquises avec une faible intensité lumineuse en images ou les
noyaux sont visiblement saillants, sans qu’une annotation préalable des images ne soit
requise.

Pour ce faire, nous avons implémenté un CycleGAN (voir le chapitre 1 section 1.5
pour plus de détails sur le CycleGAN) avec une fonction de coût sur mesure dédiée à
l’augmentation du signal des noyaux, où l’intensité des noyaux, et en particulier leurs
bords, sont rendus plus saillants indépendamment du contraste, de l’intensité, des tex-
tures ou des formes des noyaux dans les données d’entrée. Nous avons ensuite entraîné
ce réseau de neurones, puis nous avons évalué l’impact du rehaussement du signal des
noyaux sur leur segmentation en aval, à l’aide de méthodes conventionnelles ainsi qu’avec
des méthodes basées sur l’apprentissage. Nous montrons par la suite que l’incorporation
de SalienceNet dans un pipeline de segmentation de noyaux, permet d’éviter les étapes
manuelles de réglage fin des paramètres.

3.2 Contribution scientifique

3.2.1 Segmentation des noyaux

La segmentation des noyaux cellulaires ayant été précédemment traitées dans le cha-
pitre 1 section 1.3, nous ne rappellerons ici que les principes nécessaires à ce chapitre.

Les méthodes de segmentation des noyaux peuvent être divisées en deux grands
groupes : celles qui reposent sur des approches classiques de traitement d’images et celles
qui utilisent des modèles d’apprentissage profond. Pour une revue approfondie des diffé-
rentes méthodes existantes, nous nous référons à la très récente et très complète revue de
Reka Hollandi [64].

Les pipelines de traitement d’images contiennent généralement un certain nombre
d’étapes de filtrage et de seuillage combinées et, si nécessaire, à des opérateurs morpho-
logiques pour séparer les noyaux [104, 91]. La plupart de ces méthodes sont disponibles
sous forme de plugins dans les principaux outils d’analyses d’images biologiques, tels que
Fiji [152], ICY [33], QuPath [4], CellProfiler [114] ou encore Napari [28].

Un des pipeline les plus utilisés dans la segmentation de noyaux [54], disponible comme
plugin dans ICY, FiJi et Napari, consiste à débruiter les images avec un flou gaussien,
avant de définir des régions en appliquant une tesselation de Voronoï, puis d’appliquer un
seuillage d’Otsu pour obtenir le masque des noyaux et donc leur segmentation.
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Cependant, ces étapes sont pour la plupart paramétriques, notamment l’utilisation
des filtres gaussiens ou l’utilisateur doit définir la taille du noyau de convolution ainsi que
la hauteur de la gaussienne, ce qui peut fortement impacter le résultat de la segmentation
[64].

La nécessité d’une solution automatisée capable de segmenter les noyaux dans des
images aux caractéristiques différentes a poussé à l’adoption de méthodes basées sur l’ap-
prentissage profond. L’architecture U-Net [140] est utilisée dans le cadre de méthodes
récentes de segmentation des noyaux/cellules par apprentissage profond, telles que Cell-
pose [166] et StarDist [154]. Une autre architecture performante est le Mask R-CNN, qui
a été récemment adapté à la segmentation des noyaux par les auteurs de nucleAIzer [63].
ImageJ a récemment proposé des plugins de segmentation basés sur le Deep Learning, et
des modèles pré-entraînés sont disponibles sur DeepImageJ [109].

3.2.2 Méthode d’évaluation

Pour évaluer la capacité de SalienceNet à faciliter la segmentation en aval, nous avons
choisi d’utiliser comme point de référence, deux méthodes de segmentation très utilisées,
à savoir StarDist [154] et le seuillage d’Otsu, dans sa version non paramétrique. Nous
avons comparé les résultats de la segmentation par ces deux méthodes sur nos images de
test, avant et après rehaussement du signal des noyaux par SalienceNet (voir figure 3.2).

Le modèle SalienceNet et le modèle CycleGAN classique ont été appliqués aux données
de test pour augmenter la saillance des noyaux. Les images originales et leurs équivalents
ont ensuite été segmentés, et les masques obtenus ont ensuite été comparés au ground
truth. À cette fin, l’annotation a été effectuée par des experts sur l’ensemble des données
de test.

Pour mesurer la qualité de la segmentation obtenue, nous avons calculé l’intersection
sur l’union (IoU) pour chaque image afin de quantifier le chevauchement (en nombre de
pixels) entre la segmentation et la vérité terrain : IOU = |S∩G|

|S∪G| , où S est le masque
résultant de la segmentation et G est le masque du ground truth.

3.2.3 Modèle d’apprentissage non supervisé pour le rehaussement

de signal

Architecture du réseau de neurones
Dans cette section, nous présentons en détail le réseau de neurones permettant de

rendre les noyaux plus saillants : SalienceNet. Ce réseau de neurones met en œuvre le
transfert de style pour les images de microscopie de noyaux avec l’architecture CycleGAN :
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Segmentation

Otsu, Stardist

Images “Source” Masks

SalienceNet

Segmentation

Otsu, Stardist

Intersection over Union (IoU)

Ground truth

Ground truthMasks

Figure 3.2 – Procédure d’évaluation de SalienceNet. Les images "sources"
sont dans un premier temps segmentées à l’aide de StarDist et du seuillage
d’Otsu. Les images correspondantes, dont le signal a été rehaussé par Sa-
lienceNet sont à leur tour segmentées avec les deux mêmes méthodes. Les
masques obtenus sont comparés au ground truth et l’IoU est calculée afin
de comparer la qualité des segmentations.

le réseau est composé de deux réseaux génératifs adverses (GAN), comme présenté sur la
figure 3.3.

Soit X le domaine des images de noyaux de faible intensité et Y le domaine de style
des images avec une forte saillance des noyaux. Le CycleGAN traduit une image du
domaine source X au domaine cible Y en apprenant une correspondance G : X → Y telle
que la distribution des images de G(X) est indiscernable de Y par une fonction de coût
adversariale.

L’architecture est basée sur l’apprentissage simultané de deux générateurs et de deux
discriminants. Premièrement, le générateur G prend en entrée le domaine X et produit
des images pour le domaine de style cible Y , et deuxièmement, le générateur F prend en
entrée le domaine Y et génère des images pour le domaine X. Des modèles discriminants
adversariaux sont utilisés pour piloter l’apprentissage en estimant dans quelle mesure les
images générées correspondent au domaine : DY distingue les sorties de G(X) du domaine
Y ; de la même manière, DX distingue les sorties de F (Y ) du domaine X.



92 Chapitre 3. Rehaussement du signal des noyaux cellulaires dans l’imagerie à faible intensité

G: X ⟶ Y

Fake Y

F: Y ⟶ X

Fake X

DY

DX

Generator loss Y to X 

Generator loss X to Y 

X Cyclic X

Cycle-consistency  loss

YCyclic Y

Cycle-consistency  loss

Feature 
map

Feature 
map

Figure 3.3 – Architecture de SalienceNet. Le réseau est composé de 2
GANs, chaque GAN ayant un Générateur G et un Discriminateur D. L’élé-
ment principal du générateur est un réseau résiduel, tandis que le discri-
minateur est un PatchGAN dont la sortie est une feature map à partir de
laquelle la fonction de coût du générateur est calculée. La fonction de coût
cyclique est calculée entre l’image originale X et son image reconstruite
F (G(X)) et entre Y et son image reconstruite G(F (Y )).

Dans notre modèle, les discriminateurs DX et DY sont implémentés comme des clas-
sifieurs PatchGAN, composés de 4 blocs de convolution. Les générateurs G et F sont
implémentés comme des ResNets, tous deux ayant la même structure, avec 3 convolutions
descendantes, suivies de 9 blocs résiduels, avant d’appliquer 2 convolutions transposées.

Fonction de coût
Pour SalienceNet, nous avons défini la fonction de coût du générateur comme une

combinaison de trois termes : (i) l’erreur quadratique moyenne (MSE), (ii) l’erreur de
gradient moyenne (MGE) et (iii) la Mean Structural SIMilarity index (MSSIM).

La MSE calcule la moyenne des différences quadratiques entre les valeurs réelles et
les valeurs prédites LMSE = 1

N

∑N
i=1((xi) − (x̂i))

2. Ce terme garanti que le générateur ne
produise pas de valeurs aberrantes trop éloignées du style cible.

Dans le cas de la segmentation des noyaux, la netteté des bords est un enjeu majeur
dans la mesure où de nombreux algorithmes de segmentation utilisent des fonctions calcu-
lant le gradient pour définir les contours des noyaux, tel que l’opérateur LoG. Si le bord du
noyau est flou, alors le gradient est faible et la segmentation peut être imprécise. Dans le
but de renforcer les contours, nous avons ajouté le terme de MGE (Mean Gradient Error)
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qui mesure les différences de bords des objets entre deux images, dans le but d’apprendre
des bords nets. Il est basé sur les opérateurs de Sobel vertical et horizontal [76] Gv et Gh :

Gv = Y ∗



−1 −2 −1

0 0 0

1 2 1


 (3.1)

Gh = Y ∗



−1 0 1

−2 0 2

−1 0 1


 . (3.2)

où ∗ est l’opérateur de convolution.
Ces gradients sont combinés pour définir une carte globale des gradient pour chaque

pixel G =
√
Gv

2 +Gh
2. Cette carte de gradient est également calculée de la même manière

pour les images prédites Ĝ. La LMGE est alors définie comme suit :

LMGE =
1

n

1

m

n∑

i=1

m∑

j=1

(
G(i, j)− Ĝ(i, j)

)2

(3.3)

Pour amener le réseau à produire des images dont la structure est similaire à la struc-
ture d’entrée, nous avons ajouté la MSSIM [186]. Cette fonction de coût compare deux
images en fonction de la luminance l, du contraste c et de l’information structurelle s.

l(x, y) =
2µxµy + c1
µ2
x + µ2

y + c1
(3.4)

c(x, y) =
2σxσy + c2
σ2
x + σ2

y + c2
(3.5)

s(x, y) =
σxy + c3
σxσy + c3

(3.6)

où µx et µy sont l’intensité moyenne pour l’image d’entrée et l’image prédite respecti-
vement ; σx et σy sont les écart-type pour les images originales et prédites ; c1, c2 et c3 sont
des constantes utilisées pour éviter l’instabilité lorsque les dénominateurs sont proches de
0.

Dans le cas de SalienceNet, l’intuition derrière l’utilisation de la fonction de coût
MSSIM est que dans le sens X → Y cela pousse le générateur à rehausser la luminance,
tandis que dans le sens Y → X cela pouse le générateur à préserver la structure des
images.
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La fonction de coût totale du modèle SalienceNet est définie comme la somme pondérée
des trois termes présentés ci-dessus :

L = αMSE + βMGE + γMSSIM

où α, β et γ sont les pondérations de chaque terme correspondant de sorte que la somme
α + β + γ = 1.

3.2.4 Jeux de données

Pour entraîner et évaluer SalienceNet, nous avons collecté différents jeux de données
afin d’avoir un jeu de données pour le style "source" et un jeu de données pour le style
"cible". Les données ne nécessitent pas d’être appariées (paires source-cible), ce qui facilite
la construction des jeux de données.

Pour entraîner et évaluer notre méthode de renforcement de SalienceNet, nous avons
rassemblé de multiples jeux de données. Tout d’abord, deux ensembles de données acquises
expérimentalement et segmentées par des experts, qui ont été précédemment largement
utilisées pour l’entraînement de méthodes de segmentation (voir ci-dessous). Deuxième-
ment, nous avons acquis un jeu de données d’images d’organoïdes dans des conditions de
faible éclairage qui représente spécifiquement le défi de segmentation que nous adressons
ici, et nous avons généré les jeux de données synthétiques correspondants. Ces images
appartiennent à l’un des deux styles :

1. Style source avec une faible saillance des noyaux (ensembles de données orga-
noïdes et synthétiques à faible saillance),

2. Style de la cible avec une forte saillance des noyaux (deux ensembles de données
expérimentales et l’ensemble de données synthétiques à forte saillance).

Jeux de données "source"
Pour évaluer si SalienceNet permet une segmentation précise des noyaux, nous avons

acquis un ensemble de données de cultures cellulaires 3D avec la technique soSPIM. soS-
PIM est une approche de microscopie à feuille de lumière à objectif unique capable de
rationaliser les cultures cellulaires 3D avec une imagerie 3D en direct rapide à des vitesses
allant jusqu’à 300 cultures 3D par heure [47, 8]. Nous avons sélectionné 11 organoïdes
de neuroectoderme présentant une grande variété de formes et de densités. Ces orga-
noïdes ont été immunocolorés avec du DAPI et imagés à l’aide d’un microscope soSPIM,
produisant 1056 coupes 2D qui composent le jeu de données DSorg.
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Pour augmenter le jeu de données de style source, nous avons également généré des
images synthétiques. Tout d’abord, nous avons effectué une segmentation experte des
noyaux sur chaque tranche d’image 2D individuelle. Ensuite, les images couplées avec
leurs masques annotés ont été utilisées pour entraîner un CycleGAN classique. Enfin, ce
modèle CycleGAN a été appliqué pour transformer des formes elliptiques placées de façon
aléatoire (approximant les formes des noyaux) en images ressemblant à des organoïdes.
Nous avons généré 1 500 images synthétiques à faible contraste qui composent le jeu de
données DSsynth.

Jeux de données "cible"
Afin de fournir le jeu de données de style cible pour l’entraînement du réseau Salience-

Net, nous avons collecté deux jeux de données expérimentaux où la saillance des noyaux
était déjà suffisante pour être segmentés par des pipelines classiques et pour lesquels les
masques de segmentation des noyaux sont disponibles. Nous les avons complétés par un
jeu de données synthétique.

En 2018, une compétition Data Science Bowl organisée par Kaggle a publié un jeu de
données pour la compétition " Identification and Segmentation of Nuclei in Cells" d’images
acquises dans différentes conditions, à partir de différents types de cellules, variant en
taille, agrandissement et méthode d’imagerie (fond clair et fluorescence). Les masques
de noyaux ont été créés manuellement par des spécialistes et sont fournis avec le jeu de
données. Dans ce chapitre, seules les images de cultures cellulaires de type DAPI ont été
conservées, les colorations de type H&E ne faisant pas partie de notre problématique. Ces
images composent le jeu de données TSDB, contenant 551 images.

Nous avons également collecté des images de noyaux acquises expérimentalement à
partir de lignées cellulaires humaines [26] et qui ont été utilisées pour définir le jeu de
données TSLS. Il est composé de 568 images provenant de 57 conditions d’acquisition
différentes. Les masques de noyaux ont été acquis avec NucleAIzer par les auteurs.

Par ailleurs, nous avons généré un jeu de données synthétique TSsynth, de la même
manière que le jeu de données synthétique des images source, mais avec une forte saillance
des noyaux et contenant 2000 images.

La composition totale des divers jeux de données utilisés dans ce chapitre est présentée
dans la table 3.1.

Pour entraîner SalienceNet, nous avons divisé chacun des jeux de données sources et
cibles en sous-ensembles d’entraînement et de test, dans des proportions de 90% et 10%.
Les jeux de données de test sont désignés par la suite par les abréviations DSt

org, DSt
synth,

TSt
DB et TSt

LS.
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Table 3.1 – Nombre d’images et de noyaux dans chaque jeu de données
(colonne DS) utilisé pour l’entraînement et le test de SalienceNet.

DS #Images #Nuclei Style
DSorg 1056 43633 Source
DSsynth 1500 128962 Source
TSLS 568 20754 Cible
TSDB 551 23121 Cible
TSsynth 2000 171915 Cible

3.2.5 Rehaussement de la saillance des noyaux

Style “Source” Style “Cible” Source + 
SalienceNet

Figure 3.4 – Distributions du rapport signal/bruit (SNR). Les boxplots
représentent la distribution du SNR pour les images de style source en bleu,
les images de style cible en violet. Les distributions SNR des images de test
après rehaussement par SalienceNet sont présentées pour les ensembles de
données à faible luminosité, en vert.

Pour évaluer si SalienceNet a rendu les noyaux plus saillants, nous avons calculé sa
mesure indirecte - le rapport signal/bruit (SNR) comme SNR = (m− µB)/σ , où m est
l’intensité maximale des pixels dans les masques des noyaux dans une image, µB est la
valeur moyenne du fond et σ est l’écart type du fond. Le rapport signal/bruit a été calculé
pour les ensembles de données de style source et les ensembles de données de style cible.
Nous avons également mesuré le rapport signal/bruit des jeux de données de test après
rehaussement du signal par SalienceNet.
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La figure 3.4 permet d’observer que les images ayant été acquises en faible intensité,
avec un SNR faible, sont transformées en images ayant un SNR équivalent à celui de
l’ensemble des données du style cible.

3.2.6 Amélioration de la segmentation des noyaux

Pour mesurer les performances du réseau, nous avons dans un premier segmenté les
images rehaussées à l’aide de deux méthodes : StarDist et le seuillage adaptatif d’Otsu,
pour obtenir des masques de segmentation. Nous avons, dans un second temps, segmenté
les mêmes images, non rehaussées, à l’aide des mêmes méthodes et finalement, nous avons
comparé les masques ainsi obtenus avec les masques issus des annotations expertes dis-
ponibles pour les différents jeux de données.

Table 3.2 – Valeurs des IoU obtenues pour la segmentation avec Otsu ou
StarDist pour les images originales et les images dont le signal à été rehaussé
avec SalienceNet, pour les 4 jeux de données de test. Les valeurs indiquées
correspondent à la moyenne géométrique de l’IoU de chaque image, par jeu
de données.

DS
IOU Otsu SN+ Otsu StarDist SN+ Star-

Dist
DStorg 0.45 0.75 0.49 0.75
DStsynth 0.62 0.90 0.62 0.86
TStLS 0.82 0.86 0.90 0.90
TStDB 0.69 0.78 0.83 0.83

Pour comparer les masques, nous avons mesuré l’IoU (Intersection Over Union), il en
résulte que la moyenne géométrique de l’IoU de toutes les images non rehaussées était de
0, 49 pour la segmentation StarDist et de 0, 45 pour la segmentation Otsu, tandis que la
moyenne géométrique de l’IoU après rehaussement par SalienceNet allait de 0, 54 à 0, 75

pour StarDist et de0, 48 à 0, 75 pour la segmentation Otsu. Les meilleurs résultats ont été
obtenus par le modèle SalienceNet avec α = 0.2, β = 0.2, et γ = 0.6, avec une moyenne
géométrique de l’IoU de 0.75 pour StarDist et pour Otsu. Les résultats complets sont
présentés dans la table 3.2.

La figure 3.5 illustre les résultats de la segmentation par StarDist pour les images
originales et pour celles dont le signal des noyaux a été rehaussé par SalienceNet pour les
images des jeux de données de test DSt

org et DSt
synth.
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Figure 3.5 – Exemples de résultats de segmentation par StarDist obtenus
sans rehaussement et après rehaussement du signal par le modèle Salience-
Net. Les exemples d’images proviennent de deux jeux de données de test à
faible saillance : DStorg pour les deux rangées supérieures, et DStsynth pour
les deux rangées inférieures. Les rangées 2 et 4 présentent un zoom avant
sur les rangées respectives situées juste au-dessus.

3.3 Discussion

Dans ce chapitre, nous avons montré qu’il est possible d’employer des réseaux de
neurones, de manière non supervisée, afin de rehausser le signal des noyaux dans des
images de microscopie où le signal d’intérêt est faible. En implémentant une version sur
mesure du CycleGAN et en l’appliquant à des données de microscopie, nous avons pu
modifier le style des images pour lesquelles la segmentation était difficile, en images ou la
segmentation est plus aisée.

Pour implémenter SalienceNet, nous avons combiné trois fonctions de coût avec des
propriétés différentes et nous avons montré que notre adaptation de CycleGan améliorait
la qualité de segmentation des algorithmes de segmentation de noyaux classiques et basés
sur l’apprentissage profond pour les images de noyaux à faible rapport signal/bruit.

Comme toute méthode basée sur l’apprentissage, le modèle SalienceNet pourrait bé-
néficier d’être entrainé sur de plus grands volumes d’images et surtout sur des images
plus diversifiées ayant des caractéristiques différentes. Néanmoins, dans l’ensemble, nos
résultats indiquent que SalienceNet pourrait être intégré comme une nouvelle étape dans
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les pipelines de segmentation de noyaux, avant l’étape de segmentation, dans l’optique
de mettre en place des pipelines qui ne nécessitent pas d’intervention humaine et ainsi
faciliter l’analyse de grands jeux de données.
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Abstract: Automatic segmentation of nuclei in low-light microscopy images remains a difficult task, especially for high-
throughput experiments where the need for automation is strong. Low saliency of nuclei with respect to the
background, variability of their intensity together with low signal-to-noise ratio in these images constitute a
major challenge for mainstream algorithms of nuclei segmentation. In this work we introduce SalienceNet,
an unsupervised deep learning-based method that uses the style transfer properties of cycleGAN to transform
low saliency images into high saliency images, thus enabling accurate segmentation by downstream analysis
methods, and that without need for any parameter tuning. We have acquired a novel dataset of organoid images
with soSPIM, a microscopy technique that enables the acquisition of images in low-light conditions. Our
experiments show that SalienceNet increased the saliency of these images up to the desired level. Moreover,
we evaluated the impact of SalienceNet on segmentation for both Otsu thresholding and StarDist and have
shown that enhancing nuclei with SalienceNet improved segmentation results using Otsu thresholding by
30% and using StarDist by 26% in terms of IOU when compared to segmentation of non-enhanced images.
Together these results show that SalienceNet can be used as a common preprocessing step to automate nuclei
segmentation pipelines for low-light microscopy images.

1 INTRODUCTION

Segmentation of cell nuclei is of particular interest
for a number of applications such as cell detection,
counting or tracking, morphology analysis and quan-
tification of molecular expression. Being able to au-
tomatically segment cell nuclei with high precision is
particularly important in the case of high-throughput
microscopy imaging, where it is often the first step
for downstream quantitative data analysis workflows.
Indeed, the quality of downstream quantitative analy-
ses is heavily dependent on the accuracy of segmenta-
tion, making precise nuclei segmentation essential for

drawing meaningful biological conclusions.
Many solutions have been developed, as exempli-

fied by computational competitions such as reported
in (Caicedo et al., 2019). Among popular classical
image analysis methods used for nuclei segmentation
are thresholding and watershed algorithm (Malpica
et al., 1997) as well as active contour (Li et al., 2007).

Challenges for automatizing this process are due
to a number of image characteristics that can strongly
vary between biological and image acquisition con-
ditions. Among them, we can cite such aspects as
morphological differences between nuclei from dif-
ferent tissues, heterogeneity of intensity and texture,



variation in spatial organization such as the presence
of both sparse or dense images with touching nuclei,
as well as imaging artifacts (e.g., low signal-to-noise
ratio or out-of-focus signal) (Zhou et al., 2019). This
results in the necessity to fine-tune numerous parame-
ters between different image acquisitions, or even be-
tween individual images.

Recent deep-learning based tools such as Cellpose
(Stringer et al., 2021) and StardDist (Schmidt et al.,
2018) have greatly reduced the necessity to choose
specific parameters. However, despite these impor-
tant methodological advances, no single combination
of methods and parameters can be adopted to auto-
matically perform nuclei segmentation in all images,
due to the aforementioned heterogeneity of biological
samples and technical artifacts (Hollandi et al., 2022).
In particular, live-cell imaging represents a stumbling
block for these techniques, since these images are of-
ten acquired with low light levels and thus have very
low SNR and artifacts. Moreover, current supervised
Deep Learning models for nuclei segmentation fol-
low the supervised paradigm and thus require well
annotated datasets, which (i) engenders bias due to
inaccuracy and incompleteness of available segmen-
tation, where nuclei are improperly annotated and un-
evenly distributed across images (He et al., 2020) and
(ii) limits application to datasets with different image
characteristics.

In this paper, instead of focusing on the segmen-
tation itself, we propose to tackle this problem by en-
hancing the nuclei prior to segmentation step, making
the task easy for classical nuclei segmentation tools.
Specifically, we take advantage of recent advances in
the field of unsupervised generative adversarial net-
works, aiming to translate images from the source
domain to the target domain and alleviating the im-
age annotation requirement. For nuclei enhancement
task, the target domain corresponds to images with
highly salient nuclei, where strong signal difference
between the nuclei and background make segmenta-
tion straightforward.

In this work, we introduce SalienceNet, a novel
unsupervised Deep Learning-based approach for nu-
clei saliency enhancement in microscopy images that
does not require image annotation when there is need
to train the network on new data with different char-
acteristics. We showcase how this can be achieved
for translating organoid images acquired with low
light into contrasted output images, by training the
SalienceNet without providing the network with prior
annotation of newly acquired low contrast images.
SalienceNet gives a new twist to automatic nuclei
segmentation by adapting the domain style transfer
framework to this specific task, and thus does not

require extensive annotation. We trained a ResNet-
based CycleGAN with a custom loss function dedi-
cated to the task of nuclei enhancement, where the in-
tensity of the nuclei and in particular their borders, are
made more salient regardless of the contrast, intensity,
textures, or shapes of the nuclei in the input data. Fur-
thermore, we evaluated the impact of the obtained nu-
clei enhancement on the downstream nuclei segmen-
tation by performing segmentation using conventional
methods on the enhanced images and have shown that
such a pipeline achieves better performance than seg-
menting the nuclei directly on the original images.
We demonstrate here that incorporating SalienceNet
in a standard segmentation pipeline, makes it possible
to avoid the manual parameter fine-tuning steps.

2 RELATED WORK

2.1 Nuclei Segmentation

Nucleus segmentation methods can be partitioned in
two major groups: those that rely on classical image
processing approaches and those that propose Deep
Learning models. For a thorough review, we refer the
reader to (Hollandi et al., 2022).

Image processing pipelines usually contain a num-
ber of filtering and thresholding steps combined, if
needed, with basic morphological operators to differ-
entiate nuclei (Malpica et al., 1997; Li et al., 2007).
A number of such methods are available as plug-
ins of the main biological analyses open-source soft-
ware tools such as Fiji (Schindelin et al., 2012), ICY
(De Chaumont et al., 2012), QuPath (Bankhead et al.,
2017) or CellProfiler (McQuin et al., 2018). The de-
velopment of classical image processing methods for
nuclei segmentation is still an active field. For exam-
ple, in a recently published image processing library,
CLIJ2 (Haase et al., 2020), the authors proposed a nu-
clei segmentation pipeline ”Voronoi Otsu Labeling”
in which they first denoise the images with Gaussian
blur, second to separate regions using Voronoı̈ tessel-
lation, and to finally obtain a binary mask by apply-
ing an Otsu thresholding to obtain the segmentation.
However, time-consuming parameter fine-tuning is
required from the user at different steps of such clas-
sical image processing pipelines, making process-
ing large amount of data impractical (Hollandi et al.,
2022).

The need for an automatized solution capable to
segment the nuclei in images with different charac-
teristics, pushed for the adoption of methods based
on Deep Learning. The U-Net architecture (Ron-
neberger et al., 2015) is used as part of recent Deep



Learning nucleus/cell segmentation methods, such as
Cellpose (Stringer et al., 2021) and StarDist (Schmidt
et al., 2018). Another successful architecture is Mask
R-CNN, that has been recently adapted for nuclei
segmentation by the authors of nucleAIzer (Hollandi
et al., 2020). ImageJ has recently proposed Deep
Learning-based segmentation plugins, and pre-trained
models are available through DeepImageJ (Gómez-de
Mariscal et al., 2021).

The success of the aforementioned Deep Learn-
ing methods for nuclei segmentation is in particular,
due to the use of large and relatively varied train-
ing datasets, with images acquired using different
microscopy modalities. Nevertheless, establishing a
general solution is still an unmet need, especially for
images acquired with novel microscopy techniques,
such as for example the live-cell imaging (Ettinger
and Wittmann, 2014) that reduces the intensity of the
light sources of the microscope to a minimum in or-
der to limit the photo-damage to the cells thus be able
to observe them over long periods of time. Result-
ing images have a reduced signal intensity and low
SNR. Importantly, having both (i) not been part of the
training and evaluation datasets of the aforementioned
methods and (ii) having different characteristics, such
images represent a yet unsolved challenge for nuclei
segmentation.

Moreover, the performance of the existing super-
vised deep-learning methods depends on the amount
of high-quality annotated data available for training.
Despite the large effort that was put to produce pub-
licly available labels for nuclei segmentation, such as
the 2018 Data Science Bowl competition, such data is
often partially or even incorrectly labeled (He et al.,
2020).

2.2 Image Preprocessing

A frequently used approach to overcome the difficulty
of segmentation is to preprocess the images to im-
prove their quality. In the case of nuclei, such en-
hancement mainly concerns the contrast between the
nuclei and the background. Most traditional image
enhancement techniques rely on filtering (low pass,
high pass) or on naive noise removal such as Gaus-
sian blur. Other methods are based on normaliza-
tion of image intensity, such as histogram equaliza-
tion or contrast stretching (see for review (Qi et al.,
2021)). However, in the same way as the segmenta-
tion methods themselves, these image preprocessing
techniques lack the generalization ability. For exam-
ple, filtering or signal normalization is not applicable
to images with low SNR, as it cannot distinguish well
enough the signal from the background.

Deep Learning has been also applied at the pre-
processing step, in particular to estimate the trans-
formation function between sets of acquired images
and their enhanced counterparts through supervised
learning. One of the first and most successful meth-
ods was introduced with the CARE network (Weigert
et al., 2018), designed to restore fluorescence mi-
croscopy data without the need to generate manual
training data. The authors showed that it is possi-
ble to learn the mapping between low-intensity and
high-intensity image pairs using a U-Net based neu-
ral network. In the case of live-cell imaging, this
makes possible to restore the image quality. How-
ever, two characteristics of this network limit the gen-
eralization capacity of CARE to new types of im-
ages. First, CARE network follows the supervised
training paradigm and thus requires matching pairs of
the same image and the corresponding nuclei masks,
which is time-consuming. Second, CARE comports
5 separately trained networks and uses a disagree-
ment score between the individual network predic-
tions to eliminate unreliable results, which implies
that images with characteristics that strongly differ
from those in the training set will not be well restored
(Weigert et al., 2018).

2.3 Image to Image Translation

Image quality enhancement has also been approached
through image to image translation deep learning
methods. The goal is to transform an image having
a particular style (source style) into a desired target
style. The most efficient models are based on GANs
(Pang et al., 2021; Wang et al., 2020). Authors of
pix2pix (Isola et al., 2017) were the first to apply a
GAN-based architecture to perform the image to im-
age translation. It is a fully supervised method that
requires large paired image datasets to train the trans-
lation model that transforms the source images to the
desired target images. In the context of nuclei seg-
mentation, pix2pix has been used by the authors of
nucleAIzer for data augmentation of their training nu-
clei datasets. Specialized image enhancement models
have been since proposed, such as Cycle-CBAM (You
et al., 2019) for retinal image enhancement and UW-
CycleGAN (Du et al., 2021) for underwater image
enhancement, both based on the CycleGAN architec-
ture. Moreover, enhancement of objects of interest
has been proposed by the authors of DE-CycleGAN
(Gao et al., 2021) to enhance the weak targets for the
purpose of accurate vehicle detection.



3 PROPOSED METHOD

In this section, we present the SalienceNet nuclei
saliency enhancement network in detail. We first
present the network’s architecture, and then we dis-
cuss the custom generator loss function that drives the
saliency enhancement.

3.1 Network Architecture

SalienceNet implements the image style transfer for
nuclei microscopy images with CycleGAN architec-
ture (Zhu et al., 2017) where the network is com-
posed of two Generative Adversarial Network (GAN)
blocks that exchange information during training as
shown in figure 1.

Let X be the domain of acquired nuclei images
and Y the style domain of images with enhanced
nuclei saliency. Images do not have to be paired.
SalienceNet translates an image from domain X to the
target domain Y by learning a mapping G : X → Y
such that the distribution of images from G(X) is in-
distinguishable from Y by an adversarial loss.

The architecture is based on the simultaneous
training of two generator models and two discrimi-
nator models (see figure 1). First, generator G takes
input from the domain X and outputs images for the
target style domain Y , and second, generator F takes
input from the domain Y and generates images for the
domain X . Adversarial discriminator models are used
to drive the training by estimating how well the gener-
ated images fit the domain: DY distinguishes the out-
puts of G(X) from domain Y ; in the same manner, DX
distinguishes the outputs of F(Y ) from domain X .

In our model the discriminators DX and DY are
implemented as PatchGAN classifiers, composed of
4 convolution blocks (see figure 2), each containing
a convolution layer, an instance normalization layer
and an activation layer (LeakyReLU). The generators
G and F are implemented as ResNets having the same
structure with 3 down convolutions, followed by 9
residual blocks, before applying 2 transpose convo-
lutions and one last convolution layer with a Tanh ac-
tivation (see figure 2).

The discriminator is implemented as a PatchGAN
model that outputs a square feature map of values,
each value encoding the probability that the corre-
sponding patch in the input image is real. These val-
ues are further averaged to generate the global likeli-
hood.

Since the mapping G : X → Y is highly under-
constrained, CycleGAN couples it with an inverse
mapping F : Y → X : the output ”fake Y ” from the
X →Y generator is used as input to the Y → X gener-

ator, whose output ”cycle X” should match the orig-
inal input image X (and vice versa). This is en-
forced though the cycle consistency loss to obtain
F(G(X))≈ X and G(F(Y ))≈ Y .

3.2 Generator Loss Function

An additional generator loss is used to enforce the cy-
cle consistency and to measure the difference between
the generated output ”cycle X” and X as well as be-
tween the ”cycle Y ” and Y . This regularization makes
possible to constrain the generation process to image
translation.

For SalienceNet we defined the generator loss
function as a combination of three terms: (i) the Mean
Squared Error (MSE), (ii) the Mean Gradient Error
(MGE) and (iii) the Mean Structural SIMilarity index
(MSSIM).

The Mean Squared Error (MSE) computes the
mean of the squared differences between true and pre-
dicted values LMSE = 1

N ∑N
i=1((xi)− (x̂i))

2. This term
ensures that the generator does not produce outliers
too far from the target domain. However, MSE used
alone is known to lead to blurring due to the averaging
between possible outputs, which in image-to-image
translation can lead to low-quality blurred results.

In the case of nuclei segmentation, blurring can
yield images where nuclei boundaries are particularly
difficult to accurately segment. To solve this gradient
problem, we added the Mean Gradient Error (Lu and
Chen, 2022) term LMGE that measures the differences
in edges of objects between two images, with the aim
to learn sharp edges. It is based on vertical and hori-
zontal Sobel operators (Kanopoulos et al., 1988), Gv
and Gh:

Gv = Y ∗



−1 −2 −1
0 0 0
1 2 1




Gh = Y ∗



−1 0 1
−2 0 2
−1 0 1


 .

where ∗ is the convolution operator.
These gradients are combined to define a global

pixel-wise gradient map G =
√

Gv
2 +Gh

2. The gra-
dient map for predicted images Ĝ is computed in the
same way. The LMGE is the defined as:

LMGE =
1
n

1
m

n

∑
i=1

m

∑
j=1

(
G(i, j)− Ĝ(i, j)

)2

Finally, to drive the network to produce images
with a structure similar to the input structure, we
added LMSSIM the Mean Structural SIMilarity index
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Figure 1: Architecture of SalienceNet. The network is composed by 2 GANs, each GAN having a Generator G and a
Discriminator D. The main element of the Generator is a residual network, while the discriminator is a PatchGAN whose
output is a feature map. The generator loss is computed based in this feature map. The inputs to the network are X(input) and
Y (input), and the outputs are Fake X and Fake Y , corresponding to G(F(Y )) and F(G(X)), respectively. Cycle consistency
loss is computed between the original image X and it’s reconstructed image F(G(X)) and between Y and it’s reconstructed
image G(F(Y )).
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Figure 2: Composition of the networks constituting
SalienceNet. Generators embed a residual network com-
posed of 9 residual blocks, each block being itself com-
posed of 2 convolution layers. Convolution blocks are
composed of a convolution layer, an instance normalization
layer and an activation layer which is ReLU for the genera-
tor and LeakyReLU for the discriminator.

(MSSIM) (Wang et al., 2004) as the last term. This
loss function compares two images based on lumi-

nance l, contrast c and structural information s:

l(x,y) =
2µxµy + c1

µ2
x +µ2

y + c1

c(x,y) =
2σxσy + c2

σ2
x +σ2

y + c2

s(x,y) =
σxy + c3

σxσy + c3

where µx and µy denote the mean intensity for the in-
put and generated image respectively; σx and σy are
standard deviation for the original and generated im-
ages; c1,c2 and c3 are constants used to avoid insta-
bility when the denominators are close to 0.

The mean SSIM can be obtained over the entire
image using a local window as follows:

LMSSIM(x,y) =
1
M

M

∑
i=1

l(xi,yi) · c(xi,yi) · s(xi,yi)

where x and y denote the input and the generated im-
age, respectively, while xi and x j are the images at the
i-th window when the local window slides over the
original and generated images, and M is the number
of local windows in the image.

In the case of SalienceNet the intuition for the
MSSIM loss for the X →Y generator is to enforce the
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Figure 3: Training and evaluation of SaliencyNet. 90% of source style datasets and of the experimental target style datasets
were used to train the network. It was then applied to the remaining 10% of the source style datasets to obtain enhanced
images. Nuclei in the images enhanced by SalienceNet were segmented using classical methods with fixed parameters.

luminance enhancement, while for the Y → X gener-
ator to preserve the structure.

The total loss function is defined as the weighted
sum of the three terms:

Ltotal = αLMSE +βLMGE + γLMSSIM

where α, β and γ are the weights of each correspond-
ing term so that the sum α+β+ γ = 1.

4 DATASETS

To train and evaluate our SalienceNet enhancement
method, we have collected different datasets (see fig-
ure 3). First, two experimentally acquired and ex-
pertly segmented datasets (see section 4.2), which
have been previously extensively used for training
segmentation models. Second, we have acquired a
dataset of organoid images with low-light conditions
that specifically represents the segmentation chal-
lenge that we want to address, as well as generated the
corresponding synthetic datasets (see sections 4.1 and
4.2). These images belong to one of the two styles:

1. Source style with low saliency of nuclei
(organoid and synthetic low saliency datasets),

2. Target style with high saliency of nuclei (two
experimental datasets and the synthetic high
saliency dataset).

4.1 Source Style Datasets

To evaluate whether SalienceNet enables precise nu-
clei segmentation, we acquired a 3D cell culture

dataset with the soSPIM technique. soSPIM is a sin-
gle objective light-sheet microscopy approach capa-
ble of streamlining 3D cell cultures with fast 3D live-
imaging at speeds up to 300 3D cultures per hour
(Galland et al., 2015; Beghin et al., 2022). We se-
lected 11 neuroectoderm organoids exhibiting a wide
variety of shapes and densities. These organoids have
been differentiated from hESCs, fixed at day 8, im-
munostained with DAPI and imaged using soSPIM,
yielding 1056 2D slices. These 2D image slices are
composing the DSorg dataset.

To augment the source style dataset, in addition to
the experimental 1056 2D image slices, we generated
synthetic images. First, we performed an expert seg-
mentation of nuclei on each individual 2D slice. Sec-
ond, images paired with their annotated masks were
used to train a simple CycleGAN. Finally, this Cy-
cleGAN model was applied to transform randomly
placed elliptical shapes (roughly approximating nu-
clei shapes) into organoid look-alike images. The
elliptical shapes provide “nuclei” masks in a trivial
way. We generated 1500 synthetic low-saliency im-
ages, denoted by DSsynth.

4.2 Target Style Datasets

The goal of our network is to learn to transform an
image i into e(i), where saliency (Kim and Varshney,
2006) at nuclei location is enhanced. To provide the
target style dataset for training the SalienceNet net-
work, we have collected two experimental datasets
where the nuclei saliency was already satisfactory for
segmentation by classical pipelines and for which the
nuclei segmentation masks are available. We comple-



Table 1: Number of images and nuclei in each dataset (DS
column) used for the training and testing of SalienceNet.

DS #Images #Nuclei Style
DSorg 1056 43633 Source
DSsynth 1500 128962 Source
TSLS 568 20754 Target
TSDB 551 23121 Target
TSsynth 2000 171915 Target

mented them by a synthetic high-saliency dataset.
In 2018, a Data Science Bowl competition orga-

nized by Kaggle released a dataset for a challenge of
”Identification and Segmentation of Nuclei in Cells”
of images acquired under different conditions and of
different cell types and that vary in size, magnifica-
tion, and imaging method (brightfield and fluores-
cence). Nuclei masks have been manually created by
specialists and are provided with the dataset. For the
purpose of this paper, only grayscale cell culture im-
ages were kept, yielding the TSDB with 551 images.

Experimentally acquired nuclei images from hu-
man cell lines (Chouaib et al., 2020) were used to de-
fine the TSLS dataset. It is composed of 568 images
from 57 different acquisition conditions of 32 gene
expression measured in the study for the purpose of
performing a localization screen. Nuclei masks have
been acquired with NucleAIzer.

The synthetic high-saliency dataset, TSsynth, was
generated following the same procedure as DSsynth
(see section 4.1) with 2000 images, but with enhanced
saliency. Nuclei masks are provided by the input gen-
eration procedure (elliptical shapes).

Taking these 3 datasets together (summarized in
table 1), the target style dataset contains 3119 images.

5 RESULTS

To train the SalienceNet models, we split each of the
two source datasets as well as the two experimental
target datasets (see figure 3) into train and test subsets,
in 90% and 10% proportions. The test datasets are
denoted DSt

org, DSt
synth, TSt

DB and TSt
LS, respectfully.

We then performed the hyperparameter search by
exploring all possible combinations of α, β, and γ
(weights of the loss components, see section 3.2) with
step of 0.1 in order to estimate which combination of
parameters yielded the best model. This resulted in 42
models, denoted by (α,β,γ) combinations in figure 5.
Moreover, for comparison purposes we have trained
a vanilla CycleGAN model, without any modification
with respect to the original CycleGAN network.

All the 42 SalienceNet models and the vanilla Cy-

cleGAN were applied to the 4 test datasets DSt
org,

DSt
synth, TSt

DB and TSt
LS to perform saliency enhance-

ment. The original images and their enhanced coun-
terparts were then segmented, without any parameter
tuning, using two widely used segmentation methods:

1. the non-parametric version of the classical seg-
mentation Otsu thresholding method with an
adaptive threshold,

2. StarDist, a deep-learning based segmentation,
with the 2D fluo versatile model as provided by
(Schmidt et al., 2018), without re-training on our
data or supplementary fine-tuning.

The resulting masks were then compared with
ground truth. For this purpose, expert ground truth
annotation was performed on the DSt

org test dataset;
nuclei masks (ground truth) were already available for
the 3 other test datasets (see sections 4.1 and 4.2).

To measure the quality of the resulting segmenta-
tion, we computed the intersection over union (IOU)
for each image to quantify the overlap (in pixel
count) between the segmentation and the ground
truth: IOU = |S∩G|

|S∪G| , where S is the mask resulting
from segmentation and G is the ground truth mask.

SalienceNet Enables Accurate Nuclei Segmenta-
tion. First, we determined the most performant
model with respect to our goal of segmenting low
SNR images from live-cell imaging by looking at
the enhancement performance on organoid images.
Figure 5 shows the IOU scores for segmentation by
StarDist of both enhanced (by 42 models) and non-
enhanced images, and that for each image of the ex-
perimental organoid test dataset DSt

org. Individual
model results for Otsu segmentation being very simi-
lar (albeit slightly worse), are not shown in this figure.

The IOU is shown in figure 5 for each image with
respect to the ground truth. The geometric mean of
all non-enhanced image’s IOU was 0.49 for StarDist
segmentation and 0.45 for Otsu segmentation, while
the geometric mean for IOU after saliency enhance-
ment ranged from 0.54 to 0.75 for StarDist and from
0.48 to 0.75 for Otsu segmentation. Best results
were obtained for segmentation after enhancement by
the SalienceNet model with α = 0.2, β = 0.2, and
γ = 0.6, with a geometric mean of IOU of 0.75 for
both StarDist and Otsu. We denote this model by M.

The impact of this model M on the quality of the
downstream segmentation was computed as the ratio
of IOU for images enhanced with M over the IOU
of non-enhanced images. Impact values range be-
tween 1.08 and 2.57 for Otsu segmentation and be-
tween 1.09 and 10.73 for StarDist segmentation; no-
tice that the lower bound is > 1 in both cases.
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Figure 4: Examples of segmentation results by StarDist obtained without enhancement and after enhancement by SalienceNet
M model. Sample images come from two low saliency test datasets: DSt

org for the two upper rows, and DSt
synth for the two

lower rows. Rows 2 and 4 show a zoom-in of the respective rows right above.
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Figure 5: Heatmap of the IOU values for each image segmentation of DSt
org, after enhancement and without enhancement.

Average IOU values are shown in the two right columns (StarDist and Otsu). First line: IOUs obtained for non-enhanced
images; second line: IOUs after enhancement by the vanilla CycleGAN and segmentation by StarDist, all the other lines:
IOUs for segmentation by StarDist after enhancement by SalienceNet for different α,β and γ values. Bottom-most rows (red
and yellow color-scale) show the impact of M enhancement on segmentation quality as IOU ratio (log scale).



Table 2: IOU values for segmentation with Otsu or StarDist
of non-enhanced and enhanced with M SalienceNet (SN)
model images in 4 test datasets. All reported values are
the geometric mean, per dataset, of the IOU of individual
images. Top values in each cell correspond to the geometric
mean, bottom values between brackets show the values for
the 0.25 and 0.75 percentiles.

DS
IOU

Otsu SN+
Otsu StarDist SN+

StarDist

DSt
org

0.45 0.75 0.49 0.75
[0.38, 0.51] [0.74, 0.79] [0.38, 0.59] [0.74, 0.79]

DSt
synth

0.62 0.90 0.62 0.86
[0.61, 0.67] [0.89, 0.90] [0.59, 0.65] [0.84, 0.87]

TSt
LS

0.82 0.86 0.90 0.90
[0.80, 0.90] [0.83, 0.91] [0.88, 0.91] [0.88, 0.91]

TSt
DB

0.69 0.78 0.83 0.83
[0.63, 0.86] [0.74, 0.87] [0.79, 0.88] [0.79, 0.88]

An illustration of StarDist segmentation results for
non-enhanced images and for those enhanced by M
for low saliency organoid images is provided in fig-
ure 4.

Table 2 shows the IOU values for the best model
M of SalienceNet applied to the 4 test datasets before
and after enhancement by SalienceNet. On one hand,
we observed that SalienceNet indeed improved the
accuracy of nuclei segmentation in low-light source
datasets. On the other hand, this table shows that for
the already salient images, SalienceNet did not de-
grade the quality of segmentation.

Together, these results show that saliency en-
hancement by SalienceNet enables accurate down-
stream nuclei segmentation by widely used methods
without need for parameter tuning.

SalienceNet Enhances Nuclei Saliency. To evalu-
ate whether SalienceNet improved saliency, we com-
puted its indirect measure - the Signal to Noise Ratio
(SNR) as SNR = (m− µB)/σ , where m is the max-
imum pixel intensity within the nuclei masks in an
image, µB is the mean value of the background and σ
is the standard deviation of the background. The SNR
was computed for the source style datasets DSorg and
DSsynth, and the target style datasets TSsynth, TSLS and
TSDB. We also measured the SNR of the test datasets
DSt

org and DSt
synth after enhancement by SalienceNet.

We observed (see figure 6) that SalienceNet en-
hanced SNR in low-light images of DSt

org and DSt
synth

close to the level of SNR of the already salient exper-
imental target style images TSLS and TSDB, and up to
the SNR level of the synthetic salient dataset TSsynth.

DSorg TSDBDSSynt

h

TSsynth TSLS DSt
org 

+ SN
DSt

synth
+ SN

1

10

Figure 6: Signal to Noise Ratio (SNR) distributions. Box-
plots represent the distribution of SNR for the source style
images DSt

org and DSt
synth and the target style images TSLS

TSDB, TSsynth. SNR distributions of the test images after
enhancement with SalienceNet M model are shown for the
low-light DSt

org and DSt
synth datasets.

6 SUMMARY

In this work, we introduced SalienceNet, a
CycleGAN-based network specifically designed
to enhance nuclei’s saliency in low SNR images that
does not require annotation for training on new data.

We used the soSPIM light-sheet microscopy, a
technique that allows to illuminate the biological sam-
ple with little light compared to other methods, to ac-
quire organoid images. The result is that the illumi-
nation and the SNR are lower in these images and the
nuclei are less salient. We used these organoid images
as source style for training our network and further
for testing. To implement SalienceNet we combined
three loss functions with different properties and have
shown that our adaptation of CycleGan improved seg-
mentation results after enhancement relative to both
segmentation of non-enhanced images and of those
enhanced with the vanilla CycleGan.

We compared the segmentation results of widely
used non-parametric Otsu thresholding and StarDist
on both raw images and images enhanced with
SalienceNet of our novel organoid live-cell imaging
dataset. We have shown that using SalienceNet im-
proved the segmentation quality of both classical and
deep learning based nuclei segmentation algorithms
in low SNR nuclei images. It should be noted that
adding the SalienceNet enhancement step prior to nu-
clei segmentation did not degrade the quality of re-
sults for the already salient datasets.

Taken together, these results show that



SalienceNet is a useful new step for nuclei seg-
mentation workflows.

7 CODE AVAILABILITY

SalienceNet network’s code for training and testing
nuclei enhancement is fully open source and available
on GitHub at https://github.com/cbib/SalienceNet.
Our best pre-trained model M used in this study is
also available from the same GitHub page.
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Chapitre 4

Analyses de la distribution spatiale
subcellulaire de l’ARNm et des
protéines dans les données smFISH

4.1 Contexte scientifique

Comme nous l’avons introduit dans le chapitre 1, section 1.4, la localisation subcellu-
laire des molécules est un intérêt majeur pour décrire la fonction des cellules [108, 119,
198, 13, 26] et bien que des études aient tenté de quantifier la distribution spatiale des
ARNm [19, 129, 167, 192], la majorité des études portant sur la localisation subcellulaire
des ARNm et protéines sont plutôt qualitatives, manquant de quantifications détaillées
pour décrire systématiquement les positions des ARNm et des protéines. Elles se sont
généralement limitées à des systèmes dans lesquels l’hétérogénéité spatiale est maitrisée
et où les régions subcellulaires sont facilement définies, par exemple, les modèles de dé-
veloppement [170, 102], les systèmes neuronaux [22, 6], ainsi que les cellules polarisées
[111, 116, 193]. Ainsi, des approches capables de quantifier la localisation subcellulaire
de l’ARN, permettraient d’identifier et de caractériser davantage les différents états et
sous-populations cellulaires. De ce fait, pour élucider les mécanismes de distribution spa-
tiale des molécules, il faut développer des outils d’analyse quantitative qui permettent
d’analyser les localisations subcellulaires de manière statistiquement robuste.

Dans ce chapitre, nous présenterons DypFISH, une librairie d’analyse de données spa-
tiales, qui permet de surmonter certaines des limites mentionnées précédemment en ana-
lysant quantitativement les distributions spatiales d’ARNm et de protéines. Entre autres,
DypFISH introduit des techniques unifiées d’analyse qui permettent l’évaluation conjointe
des données ponctuelles d’ARNm dans les images smFISH et des données continues de
protéines par immunofluorescence (IF).

Cette librairie se veut généraliste et extensible et se base sur deux éléments essentiels :
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le signal à analyser (ARNm ou protéines) et la grille de lecture spatiale associée. À partir
de ces deux éléments, DypFISH permet d’analyser (i) des patterns de distribution de
molécules, (ii) la corrélation de la localisation des molécules avec des repères cellulaires
choisis, par exemple des organites et (iii), les corrélations des distributions des ARNm et
des protéines.

Ainsi, en aval des analyses de DypFISH, les images doivent être traitées pour extraire
des descripteurs dits "primaires" (figure 4.1, panneau A) des images, notamment la loca-
lisation des ARNm (voir chapitre 2) et la mesure de l’intensité du signal protéique (voir
chapitre 1, section 1.3) et pour définir la grille de lecture construite sur la base de la
segmentation de cellules et de noyaux (voir chapitre 3) ainsi que de la localisation d’orga-
nites, par exemple du centrosome (MTOC). Ensuite, les analyses spatiales (voir chapitre
1, section 1.4) peuvent être appliquées en utilisant les différentes briques proposées dans
la librairie DypFISH, tel que présenté dans la figure 4.1.

La première étape dans l’utilisation de la librairie DypFISH est donc la définition de
la grille de lecture spatiale individuellement pour chaque image de cellule. Ensemble avec
le signal à analyser (localisation des ARNm ou intensité protéique), cela constitue ce que
nous avons appelé des "descripteurs secondaires". Plusieurs types de grilles de lecture
peuvent être définis, premièrement un découpage en isolignes, allant de la périphérie de
la cellule jusqu’à la bordure du noyau dénommé peripheral distance map, deuxièmement
un découpage en quadrants qui correspondent à des rayons partant du noyau et allant
jusqu’à la membrane cellulaire, chaque quadrant étant numéroté dans le sens des aiguilles
d’une montre avec le quadrant contenant le centrosome pour point de départ.

Ces grilles de lecture, assemblées au signal, permettent de quantifier ce dernier dans
chacun des segments définis par les isolignes et les quadrants de chaque cellule. Dans notre
étude, le repère choisi pour aligner ces grilles de lecture de différentes cellules et rendre les
quantifications dans différents segments des cellules comparables est le centrosome. Ces
quantifications par régions peuvent être calculées en 2D et en 3D.

La seconde partie de la librairie implémente les fonctions de statistiques spatiales sur
la distribution des ARNm (figure 4.1, panneau A (ii)), sur la base des descripteurs secon-
daires précédemment définis. À la différence de descripteurs cellulaires définis pour une
cellule, ces statistiques s’appliquent à un ensemble de cellules - par exemple, correspondant
à l’acquisition d’images dans une condition d’intérêt (ex. drogue / sans drogue). Parmi
les analyses possibles, on trouve par exemple l’enrichissement de la densité des molécules
à la périphérie de la cellule ou bien, à l’inverse, à proximité du noyau. Par ailleurs, les
mesures de dispersion du signal sont complétées par la fonction Ripley K (voir chapitre
1, section 1.4) que nous avons généralisée pour estimer le degré de clustering des signaux
ARNm et protéine, malgré les différences de la nature du signal (ponctuel pour les ARNm
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Figure 4.1 – Boite à outils DypFISH. (A) Traitement des images de sm-
FISH et IF, segmentation des cellules et des noyaux, localisation des ARNm
et des protéines. Cette étape est suivie du calcul d’un ensemble de statis-
tiques pour (i) des images individuelles, (ii) et (iii) pour des ensembles
d’images. Le panneau (B) présente les différents modèles cellulaires sur les-
quels DypFISH a été appliqué.

et continu pour les protéines).
Finalement, les fonctions permettant d’étudier la façon dont le signal des ARNm/protéines

est organisé dans les cellules (figure 4.1 panneau A (iii)) sont aussi proposées dans la li-
brairie et s’appliquent également à des ensembles d’images. Pour ce faire, grâce à la
localisation d’un repère d’intérêt, combiné à la quantification précédemment mentionnée
des ARNm et des protéines, il est possible de mesurer leur enrichissement dans les qua-
drants contenant ce repère par rapport au reste de la cellule. Par ailleurs, il est possible
d’établir un score de colocalisation qui mesure si deux ensembles différents d’images, par
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exemple un ARNm et une protéine, présentant des profils similaires dans la distribution
de leur densité au sein des deux groupes d’images correspondants.

4.2 Contribution scientifique

La librairie DypFISH se voulant généraliste, nous avons appliqué les différentes fonc-
tionnalités précédemment décrites à plusieurs types de cellules :

1. des fibroblastes de souris dont la morphologie a été contrainte par un "micropat-
tern", un plastique adhésif en forme d’ancre, permettant de réduire la variabilité
entre les cellules [172, 151],

2. des fibroblastes de souris standard, non contraints par un micropattern, utilisées
comme cellules témoins,

3. des cellules de muscles squelettiques de souris.

Pour les deux types de fibroblastes, contraints et non contraints, la polarisation a été
ensuite induite pour être étudiée. Une cellule est dite polarisée lorsqu’elle a développé
un axe d’organisation principal suite à la réorganisation de son cytosquelette et de ses
organites, aboutissant à une migration ou une croissance directionnelle.

Dans la suite de ce chapitre, nous présentons des exemples d’analyses spatiales qu’il
est possible d’effectuer avec la librairie DypFISH.

4.2.1 Enrichissement localisé

Ce premier exemple illustre le type d’analyse représenté par la figure 4.1 panneau A
(ii), mRNA/protein spread and clustering.

Enrichissement périphérique
Nous avons calculé la fraction périphérique des ARNm et des protéines a un pourcen-

tage donné p de la distance radiale entre le noyau et la membrane plasmique. La densité
périphérique est définie comme le ratio du nombre de molécules (le décompte des ARNm
ou la somme des intensités pour les protéines) présents à la périphérie, sur le nombre
de molécules présents dans tout le cytoplasme. Pour cela, nous définissons un vecteur
C = (c1, ..., c100) contenant les décomptes des ARNm à une distance inférieure ou égale à
i ∈ [0, ..., 100] de la paroi cellulaire. Ce vecteur C est divisé par les valeurs de volume péri-
phérique V periphery correspondantes pour obtenir la densité dans des régions concentriques
depuis la périphérie de la cellule et pour chaque isoligne (ci/V i). Ces densités périphériques
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locales sont ensuite normalisées par la densité totale du cytoplasme dcytoplasme, donnant
un vecteur F de densités relatives pour chaque région tel que F = ( ci/V

i

dcytoplasme
).

En utilisant cette approche, nous avons étudié les profils d’enrichissement périphérique
des ARNm et des protéines correspondantes de plusieurs ARNm, Arhgdia, Pard3, β-
Actin, Gapdh Rab13 et Pkp4. Pour ce faire, nous avons calculé un vecteur F pour les
ARNm et pour les protéines à partir desquels il est alors possible de mesurer s’il y a un
enrichissement dans la périphérie des cellules polarisées en calculant la part des ARNm
situés à la périphérie de la cellule. Nous avons constaté que certains transcrits, dont
Rab13, Pkp4 et Pard3, sont enrichis en périphérie et jusqu’à 20 % de la distance radiale
(voir figure 4.2). Les distributions de l’ARNm et de la protéine de Gapdh ont été utilisées
comme témoins, car il a été montré précédemment que ni son ARNm ni sa protéine ne
présentent de profils d’enrichissement périphériques [116].

Périphérie : proportion du cytoplasme
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Figure 4.2 – Comparaison de l’enrichissement de cinq ARNm par rapport
à l’ARNm Gapdh dans la région périphérique de la cellule, dont la largeur
varie de 0% à 100% de la distance radiale depuis la membrane plasmique
jusqu’au noyau.

Enrichissement localisé autours des stries Z dans les cellules musculaires
Nous avons également estimé la densité localisée d’ARNm dans des cellules de muscles

squelettiques de souris, dans des cellules matures et immatures. Pour cela, nous avons
analysé la distribution de l’ARNm actn2 qui code pour une protéine présente au niveau
des stries Z lors de la différenciation musculaire. Nous avons défini une grille de lecture
adaptée à ce type de cellules longitudinales (voir figure 4.3), en découpant la cellule en
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quadrants verticaux dans lesquels nous avons mesuré la densité locale d’ARNm. Pour une
cellule M , nous la découpons en n segments verticaux qi, ..., qn. Soit ti le nombre de spots
appartenant à un segment qi, la concentration relative ci en ARNm dans qi est définie de
la façon suivante :

ci =
ti/ai

TARNm/A
(4.1)

où A correspond a l’aire du masque cellulaire et ai a l’aire du masque correspon-
dant au segment qi. Nous avons produit des graphiques de distribution et des heatmaps
représentant la densité locale d’ARNm entre deux noyaux, pour n = 20 et n = 80.

Figure 4.3 – Chaque cellule a été quantifiée en quadrants verticaux, et la
densité relative d’ARNm dans chaque quadrant a été calculée. Une densité
locale en forme de vague est observé pour actn2 dans les fibres matures par
rapport aux fibres immatures.

Nous avons observé un haut degré de clustering en forme de vague pour l’ARNm
actn2 dans les myofibres matures par rapport au myofibres immature, suggérant que la
distribution de l’ARNm actn2 suit spécifiquement l’organisation de sa protéine au lieu
de la précéder (voir figure 4.3) et donc que la localisation de l’ARNm actn2 précède
l’organisation de la protéine formant les stries Z.
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4.2.2 Degré de clustering des ARNm et des protéines

Ce second exemple illustre également le type d’analyse représenté par la figure 4.1
panneau A (ii), mRNA/protein spread and clustering.

Nous avons analysé le clustering des ARNm et des protéines en utilisant une géné-
ralisation de la fonction Ripley K (voir chapitre 1, section 1.4). La fonction Ripley K
est couramment utilisée pour caractériser l’étendue du clustering de points tels que les
ARNm. Nous avons utilisé une généralisation de l’algorithme Ripley-K [187] pour éva-
luer la présence ou l’absence de clustering dans les distributions spatiales des ARNm et
des protéines. Pour ce faire, nous avons défini le "degré de clustering", une mesure sans
unité qui peut être utilisée pour comparer le clustering entre différentes molécules, dont
la mesure peut être discrète ou continue.

Nous avons pour cela normalisé la fonction K̂ sous l’hypothèse du processus homogène
de Poisson, pour obtenir ce qui est communément appelée la fonction H de Ripley. Ceci
permet de définir l’indice de clustering H∗ dans un cercle (ou une sphère dans le cas
d’images 3D) de radius r, comme un estimateur de Ĥ(r) en comparant la fonction H de
Ripley calculée empiriquement à une distribution spatiale aléatoire complète (CSR) tel
que :

Ĥ∗(r) = Ĥ(r) (4.2)

Ĥ∗(r) =




Ĥ(r)/Ĥ95(r) si Ĥr ≥ 0

−Ĥ(r)/Ĥ5(r) sinon
(4.3)

Où Ĥ95(r) et Ĥ5(r) sont les 95e et 5e percentiles de Ĥ(r).
Le degré de clustering est alors défini comme l’aire de Ĥ∗ au-dessus de 1 (voir figure

4.4). Avec cette mesure, il est possible d’évaluer le degré de clustering de tous les transcrits
et protéines.

Nous avons calculé le degré de clustering à chaque heure d’acquisition, après l’induction
de la polarisation, pour les ARNm et les protéines, en normalisant ensuite les valeurs
obtenues par la moyenne pour pouvoir rendre les échelles de valeur compatibles entre
l’ARNm et la protéine. Les résultats sont présentés sur la figure 4.5.

Un pic dans le profil de l’ARNm suivi d’un pic dans le profil de la protéine corres-
pondante peut être observé pour Pard3, β-Actin, et Gapdh, montrant une présence de
clustering décalée dans le temps (figure 4.5). Une interprétation plausible de cette rela-
tion temporelle pourrait être un clustering local de la traduction et de la transcription,
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Figure 4.4 – Pour calculer le degré de clustering, nous avons défini un
estimateur de la fonction Ripley K, en normalisant la fonction aux 95e et 5e
percentiles sous le processus homogène de Poisson. Un clustering significatif
d’ARNm ou de protéines a lieu lorsque la fonction de l’estimateur est au-
dessus de l’intervalle de confiance de 95 %. Le degré de clustering correspond
à l’aire sous la courbe de cet estimateur, supérieure au 95e percentile de la
distribution spatiale aléatoire.

produisant une concentration locale élevée de protéine. En revanche, une légère diminu-
tion de l’enrichissement périphérique et du degré de clustering a été observée pour les
protéines des ARNm Arhgdia et Pard3. Dans l’ensemble, ces données indiquent que dans
les fibroblastes où la traduction des protéines est inhibée, les ARNm Arhgdia et Pard3
sont localisés de la même façon que dans les cellules témoins. Cependant, le fait que l’enri-
chissement périphérique et que le degré de clustering des protéines correspondantes soient
moindres, pourrait indiquer une traduction locale de ces gènes à la périphérie de la cellule.

4.2.3 Corrélation de localisation des ARNm et des protéines avec

la position du centrosome

Ce troisième exemple illustre le type d’analyses représentées sur la figure 4.1, panneau
A (iii), Localisation of mRNA/protein.

Dans la majorité des cellules polarisées, le centrosome est positionné entre le noyau
et le bord antérieur de la cellule, avant la migration [56, 50]. Ayant démontré que plu-
sieurs transcriptions d’ARNm et protéines présentent un enrichissement périphérique et
un clustering spatial dans les cellules polarisées, nous avons cherché à déterminer si ces ob-
servations étaient liées au positionnement du centrosome. Pour ce faire, nous avons divisé
les cellules en quadrants, puis calculé la densité relative des ARNm et des protéines pour
chaque quadrant. Nous avons ensuite localisé le centrosome dans un de ces quadrants.
Nous avons observé un enrichissement plus élevé de tous les transcrits d’ARNm cytoplas-
miques dans le quadrant contenant le centrosome par rapport au quadrant ne contenant
pas le centrosome. Toutes les protéines observées ont également été trouvées plus enrichies
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Figure 4.5 – Dynamique de clustering pour quatre paires ARNm-protéine
en utilisant le degré de clustering normalisé. Les valeurs nulles indiquent
l’absence de données sur les protéines ou les ARNm pour l’instant concerné.
Les barres d’erreur indiquent l’erreur standard de la moyenne.

dans le quadrant contenant le centrosome par rapport au quadrant ne contenant pas le
centrosome, à l’exception de Pard3 (voir figure 4.6).

Sur la base des observations ci-dessus, nous avons introduit un indice de polarité, le
MTOC polarity index (MPI), PIM ∈ [−1, 1] qui mesure l’enrichissement du signal des
ARNm ou des protéines à proximité du centrosome, pour une série d’acquisition d’images
donnée.

Pour une série S d’images étudiées, nous notons SM = Si l’ensemble de tous les qua-
drants contenant le centrosome et S¬M = SJ l’ensemble des quadrants ne contenant pas le
centrosome. Le MPI mesure alors la fréquence à laquelle la concentration relative dans les
quadrants MTOC est plus élevée que dans les quadrants non MTOC. Plus formellement,
il est défini tel que :

PIM =
2|{Si|ci > m}|

|S| − 1 (4.4)

ou m est la médiane des concentrations relatives du signal, ci est la concentration
relative des ARNm dans les quadrants SM et cj la concentration relative des ARNm pour
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Figure 4.6 – Densité relative des ARNm et des protéines cytoplasmiques
dans les quadrants ne contenant pas de centrosome (MTOC) (bleu foncé) et
dans les quadrants contenant les centrosomes (bleu clair). L’enrichissement
dans le quadrant contenant le centrosome est défini par les différences entre
les moyennes de ces distributions.

les quadrants S¬M .
Des valeurs positives de MPI impliquent un enrichissement des transcrits d’ARNm

dépendant du centrosome, des valeurs négatives impliquent un enrichissement éloigné du
centrosome, et une valeur de zéro n’implique aucune relation détectable avec le centro-
some.

Figure 4.7 – Valeurs des MPI pour les ARNm et les protéines présents
dans le cytoplasme des cellules.

Nous avons calculé le MPI pour tous les transcrits et toutes les protéines, en calculant
les valeurs pour l’ensemble de la population cytoplasmique. Les ARNm ainsi que les
protéines pour Gapdh, Arhgdia et β-Actin présentent des scores de MPI élevés (voir figure
4.7). En revanche, les score de MPI sont faibles pour la protéine Pard3, ce qui est cohérent
avec le faible enrichissement de Pard3 au niveau du centrosome (figure 4.6).
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4.2.4 Colocalisation des distributions des ARNm et des protéines

Ce quatrième et dernier exemple illustre également le type d’analyses représentées sur
la figure 4.1, panneau A (iii), Localisation of mRNA/protein.

Pour étudier les corrélations dans les distributions spatiales des ARNm et des pro-
téines, nous avons calculé des scores de colocalisation (CS) pour quatre paires ARNm-
protéine Arhgdia, Gapdh, β-Actin et Pard3.

Analyse des positions ARNm-protéines à différents intervalles de temps

Figure 4.8 – Différentes paires d’intervalles de temps sont définies de ma-
nière à ce que tARNm < tproteines, afin de calculer le score de colocalisation.
Les grilles de densité, représentant les vecteurs de densité relative basés
sur une quantification par quadrant pour l’ARNm et la protéine Arhgdia
sont représentés ici, et ce, pour chaque intervalle de temps. Les quadrants,
représentant les régions cellulaires, sont en bleu foncé si la densité relative
locale est supérieure à la densité moyenne de tous les quadrants additionnée
de l’écart-type, et en bleu clair si la densité relative locale est inférieure à
la moyenne de tous les quadrants moins l’écart-type ; les valeurs intermé-
diaires correspondent à la densité relative dans cet intervalle. Le quadrant
contenant le centrosome est mis en évidence par une bordure turquoise.

Le score de colocalisation pour une paire ARNm-protéine donnée est calculé sur la base
des vecteurs CARNm et Cprotein, descripteurs de distribution des ARNm et des protéines
et prend des valeurs entre 0 et 1. Pour l’analyse des colocalisation ARNm/protéines, nous
calculons le Colocalisation Score pour une double mesure Φ où ϕ est un processus discret
représentant les emplacement des ARNm et ψ une mesure aléatoire générale représentant
les concentrations de protéines. Le CS est défini pour des paires de données à un instant
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t tel que S = (ϕt)× (ψt) en utilisant une mesure de similarité γ. En pratique γ est
implémenté par la corrélation de Pearson entre les vecteurs de densité.

Une colocalisation est alors "élevée" ou "faible" pour une paire ARNm/protéine don-
née, en fonction de la valeur de la corrélation de Pearson obtenue. Les valeurs élevées
(distributions spatiales corrélées) suggèrent une traduction locale dans des régions sub-
cellulaires spécifiques, bien qu’elles n’excluent pas des mécanismes alternatifs tels que des
voies de localisation distinctes de l’ARNm et de la protéine avec un transport plus tardif
de la protéine. Pour explorer la cohérence des corrélations dans les distributions spatiales
entre un ARNm et une protéine à différents intervalles de temps, comme présenté sur la
figure 4.8.

Nous avons mesuré le score de colocalisation pour tout le cytoplasme, ainsi que pour
la périphérie de la cellule (figure 4.9).

Périphérie Cytoplasme

Figure 4.9 – Les valeurs de CS ont été calculées en utilisant les corréla-
tions globales de tous les quadrants de la zone cytoplasmique ainsi que les
corrélations locales de sous-ensembles de quadrants dans les régions péri-
phériques.

Nous avons également calculé le score de colocalisation pour les paires ARNm-protéine
cytoplasmiques, a différents intervalles de temps (figure 4.10). En général, des valeurs CS
modérées à élevées ont été observées pour tous les gènes aux différents intervalles de
temps.

Nous pouvons observer une variabilité entre les différents gènes dans les valeurs de CS
à divers intervalles de temps. Par exemple, l’ARNm β-Actin montre des valeurs de CS
élevées avec sa protéine correspondante pour la plupart des intervalles de temps, tandis
que les valeurs de CS pour l’ARNm Arhgdia dans les derniers intervalles sont généralement
inférieurs aux valeurs de CS pour les premiers intervalles (figure 4.10).
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Figure 4.10 – Les corrélations des distributions de densité relative pour
toutes les paires ARNm-protéine cytoplasmiques ont été observées pour
certains intervalles de temps.

4.3 Discussion

Dans ce chapitre, nous avons proposé diverses méthodes pour étudier la localisation
de l’ARNm et des protéines avec une précision subcellulaire, sur la base des données de
microscopie smFISH et IF. Nous avons proposé une méthode computationnelle quantita-
tive, reproductible et réutilisable pour étudier la distribution spatiale des ARNm et des
protéines. Le développement de la librairie d’analyses spatiales DypFISH, a permis de ré-
véler des relations dans la localisation spatiale et temporelle des paires ARNm-protéines
entre elles et par rapport à la polarisation des cellules. DypFISH permet de détecter quan-
titativement les changements dans les profils de localisation et donc de mettre en avant
l’existence de corrélations de distributions spatiales pour les paires ARNm-protéines et
de les associer à la localisation du centrosome.

DypFISH fournit une boîte à outils pour caractériser divers aspects de la localisation
subcellulaire des molécules d’ARNm et de protéines. Un nombre important d’analyses ont
été développées et sont disponibles dans cette boîte à outils. La table 4.1 récapitule les
différentes analyses spatiales implémentées dans cette librairie.

On peut relever quelques limites à l’utilisation des méthodes implémentées dans Dyp-
FISH. Premièrement, la localisation subcellulaire d’une molécule est définie par rapport
à un marqueur cellulaire donné et il ne s’agit pas d’un paramètre absolu. Deuxièmement,
les cellules micropatternées ont une topologie spécifique et bien définie, ce qui n’est pas
le cas des cellules standard en culture, et les définitions de "périphérie", de "centre", etc.
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sont donc moins évidentes. Troisièmement, l’annotation du centrosome a été faite ma-
nuellement ; l’automatisation est difficile, car le signal utilisant l’anticorps anti-tubuline
peut être flou, il y a un certain pourcentage de cellules avec plus d’un centrosome et
l’annotation nécessite souvent de regarder l’image en trois dimensions. Finalement, l’effet
potentiellement induit par la modification des paramètres de quantification des cellules
(tels que le nombre de quadrants et de cercles concentriques) sur les résultats des analyses
statistiques n’a pas été évalué.
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Table 4.1 – Liste des méthodes d’analyses spatiales présentes dans la boîte
à outils DypFISH.

Analyse Description
Zero level Dans une image 3D, détermine quelle slice

contient la base de la cellule
Height-map Segmente la cellule en 3D à partir du zero level
cell volume Calcul le volume de la cellule sur la base de la

height-map
Protein intensities Mesure l’intensité des protéines, par slice, dans

une image 3D
Cytoplasmic total counts Calcul le nombre total de transcrits présents

dans le cytoplasme
Peripheral distance map Découpe une cellule en cercles concentriques

dont le rayon varie entre le noyaux et la mem-
brane cellulaire

2D cell quantization Génère une tesselation de la cellule à partir de
quadrants centrés sur le noyaux

Fine-grained quantization Génère une grille de lecture permettant une
haute précision d’analyse

3D cell quantization Génère une tesselation en trois dimensions de la
cellule dans

Peripheral fraction and enrichment Calcul la fraction périphérique des ARNm et
des protéines à un pourcentage donné de la dis-
tance radiale entre la périphérie de la cellule et
le noyau

Volume corrected noise measure Correction des niveaux d’expression d’ARNm en
fonction du volume des cellules

Cytoplasmic spread Mesure la régularité de la répartition d’une mo-
lécule dans la cellule

MTOC polarity index Mesure l’enrichissement en ARNm ou en pro-
téine à proximité du MTOC.

mRNA / protein distribution profile Crée un vecteur de densités de molécules conte-
nant les densités mesurées dans chaque quadrant

Colocalization score Mesure l’interdépendance entre les distributions
spatiales des ARNm et des protéines

Degree of clustering (Ripley-K) Compare le clustering entre différentes molécules
et différentes conditions cellulaires. Généralisé
au signaux continus
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SUMMARY

Advances in single-cell RNA sequencing have allowed for the identification of cellular subtypes on the basis
of quantification of the number of transcripts in each cell. However, cells might also differ in the spatial dis-
tribution of molecules, including RNAs. Here, we present DypFISH, an approach to quantitatively investigate
the subcellular localization of RNA and protein. We introduce a range of analytical techniques to interrogate
single-molecule RNA fluorescence in situ hybridization (smFISH) data in combination with protein immuno-
labeling. DypFISH is suited to study patterns of clustering of molecules, the association of mRNA-protein
subcellular localization with microtubule organizing center orientation, and interdependence of mRNA-pro-
tein spatial distributions. We showcase how our analytical tools can achieve biological insights by utilizing
cell micropatterning to constrain cellular architecture, which leads to reduction in subcellular mRNA distribu-
tion variation, allowing for the characterization of their localization patterns. Furthermore, we show that our
method can be applied to physiological systems such as skeletal muscle fibers.

MOTIVATION Subcellular spatial localization of RNAs and proteins, in addition to their expression levels, is
widely acknowledged to be important for characterization of cell types and states. Alongside developments
in single-cell RNA sequencing (scRNA-seq) techniques, there is a growing need to develop technologies
that are able to provide quantitative information on the spatial location of molecules on a single-cell level.
Thus, we developed DypFISH, an experimental and computational approach providing quantitative spatial
measurements of molecules on a subcellular level, including clustering statistics, their location in relation to
specific organelles, and colocalization between transcripts and their corresponding proteins. DypFISH pro-
vides a versatile toolbox and aims to enable the investigation of subcellular localization of molecules at fine-
grained spatial resolution in single cells for a variety of cell types and topologies.
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INTRODUCTION

The need to incorporate subcellular spatial information of central

dogma molecules into traditional omics approaches has led to

the call for spatially resolved omics of various kinds (Crosetto

et al., 2015). This has become more urgent as projects such as

the Human Cell Atlas use technologies such as single-cell RNA

sequencing (scRNA-seq) to characterize subtypes of cells on

the basis of their molecular signatures by counting the number

of RNA transcripts. Although much progress has been made in

spatially resolved transcriptomics (reviewed in Medioni and

Besse, 2018; Strell et al., 2019), incorporating spatial information

into omics approaches carries with it several difficulties, such as

coping with biological heterogeneity and noise. Standard ap-

proaches such as RNA-seq to measure gene expression typi-

cally neglect spatial information. By revealing three-dimensional

(3D) subcellular positions of RNA transcripts, cell states as

defined by scRNA-seq might be altered or redefined, thus gain-

ing higher resolution and information content.

The importance of subcellular localization ofmRNA transcripts

as a means to spatially and temporally restrict translation has

been demonstrated in a wide variety of cell types (Bashirullah

et al., 1998; Besse and Ephrussi, 2008; Jansen, 2001; Kloc

et al., 2002; Martin and Ephrussi, 2009; Zappulo et al., 2017;

Chouaib et al., 2020). Localizing specific mRNA transcripts to

distinct subcellular localizations and subsequent local transla-

tion serves as an important determinant of protein localization

and is often influential to cell function (Mardakheh et al., 2015;

Moor et al., 2017; Zappulo et al., 2017). Although the number

of fully characterized localized mRNAs is currently small,

emerging studies have demonstrated that the RNA localization

phenomenon is more widespread than previously assumed

and might in fact be relevant for the majority of mRNA tran-

scripts, including long non-coding RNAs (Bouvrette et al.,

2018; Cabili et al., 2015; La Manno et al., 2018; Lécuyer et al.,

2007;Moor et al., 2017; Sharp et al., 2011;Weis et al., 2013; Zap-

pulo et al., 2017). Although a few studies have attempted to

quantify spatial distribution of RNA (Briley et al., 2015; Park et

al., 2012; Samacoits et al., 2018; Stueland et al., 2019; Yama-

gishi et al., 2009), the majority of studies investigating subcellular

localization of numerous RNAs and proteins have been generally

qualitative, lacking detailed quantitative approaches to system-

atically describe the positions of RNAs and proteins. They have

typically been limited to systems in which spatial heterogeneity is

controlled and subcellular partitions are easily defined, such as

developmental models (Macdonald and Struhl, 1988; Tautz

and Pfeifle, 1989), neuronal systems (Batish et al., 2012; Bux-

baum et al., 2014), and polarized cells (Martin and Ephrussi

2009; Mili et al., 2008; Clatterbuck-Soper et al., 2017). Thus, a

method that is able to capture and quantify dynamic RNA sub-

cellular positioning, complementary to scRNA-seq, would help

in the further identification and characterization of different cell

states and subpopulations. In sum, to unravel the mechanisms

of RNA spatial and temporal distribution, quantitative analytical

tools that probe these relationships systematically need to be

developed.

Here, we describe DypFISH, a spatially resolved high-

throughput computational approach overcoming the aforemen-

tioned limitations by quantitatively measuring and analyzing the

spatial colocalization of mRNA and protein distributions at fine-

grained spatial resolution in single cells. On the experimental

side, we make use of micropatterning of cells, which have

been shown to lead to reproducible cell size and shape (re-

viewed in Théry, 2010), as well as spatial organization of organ-

elles (Schauer et al., 2010), allowing the averaging of high

numbers of cells. By using micropatterns, we are able to show-

case the analysis of distinct patterns of subcellular localization of

molecules of interest.

On the computational side, DypFISH introduces analytical

techniques that allow joint analysis of discrete point-based

small-molecule fluorescence in situ hybridization (smFISH)

mRNA data and continuous intensity immunofluorescence (IF)

protein data. The computational techniques include a general-

ized approach to identifying clustering patterns across different

time points, an approach to identifying dependencies of mRNA

and protein spatial distributions on organelle positioning, and

an approach to identifying correlated spatial distributions be-

tween mRNA transcripts and their corresponding protein prod-

ucts globally and at specific subcellular locations. The DypFISH

computational framework allows the uncovering of fine-grained

aspects of localization patterns for different time points of

RNA and proteins. DypFISH probes the dependencies uncov-

ered through perturbation studies, thus allowing one to test

for possible mechanisms underlying subcellular localization

dynamics.

RESULTS

Analytical method
DypFISH is designed as a library for writing analysis scripts to

study subcellular spatial distributions of molecules. The prelimi-

nary step for using the DypFISH framework is processing cellular

images and storing the extracted information in an hdf5 file

format, structured in a hierarchical way (Figure 1A, top box). In

our case the relevant categories were the molecule name and

type, acquisition time points, and the images themselves. Each

image in the hdf file is required to have primary image descriptors

(Figure 1A). These include cell and nucleus masks as well as

position of a landmark of interest, in our case the microtubule

organizing center (MTOC), which is indicative of the cell polarity;

descriptors encoding the signal (spots’ positions for smFISH im-

ages and signal intensities for IF images); and for 3D images, the

3D volume segmentation, as well as the zero level that indicates

the last Z slice within the focus of the confocal microscope.

The DypFISH analytical framework consists of three major

components and is presented schematically in Figure 1A.

(1) The first functionality of the DypFISH pipeline is computa-

tion of secondary descriptors (Figure 1Ai), stored in a

separate hdf5 file. First, we compute the peripheral dis-

tance map composed of equally spaced isolines between

the cell periphery and the nucleus. Second, each cell is

subdivided into quadrants that are given a standard order,

starting from the MTOC-containing quadrant. Finally, iso-

lines and quadrants taken together allow the quantization

of the cell in two and three dimensions and computation
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of relative signal densities for each of the segments (Fig-

ure 1Ai). Labeling of the MTOC enables cell-to-cell align-

ment, allowing for comparison of the resulting relative

density vectors and segment-per-segment combination

in the downstream statistical analyses.

(2) mRNA spread and clustering are statistics computed for

sets of images based on secondary descriptors (Fig-

ure 1Aii). Among possible implemented analyses is the

enrichment of molecule density at the cell periphery

and, conversely, the measure of molecule spread toward

the nucleus envelope (centrality). Basic entropy Koza-

chenko-Leonenko statistics, which measure how evenly

the mRNA/protein signal is spread, are complemented

by our generalized Ripley K function, which allows us to

estimate the degree of clustering for mRNA and protein

signal in a uniform way, despite differences in the nature

of the signal (point-based and continuous).

(3) Specific analyses are implemented to study how mRNA/

protein clusters are organized in the cells (Figure 1Aiii).

First, labeling of the MTOC combined with cell quantiza-

tion allows us to measure the enrichment of mRNAs and

proteins in the MTOC-containing quadrants in relation to

the rest of the cell. Second, colocalization score mea-

sures whether two different sets of images, for example

Figure 1. Analytical steps of the DypFISH method

(A) Steps in processing of smFISH and IFmicroscopy images, followed by various statistics computed by the DypFISH analytical framework either for (i) individual

processed images or (ii) and (iii) sets of processed images.

(B) Cellular models in which the DypFISH analytical framework has been applied.
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Figure 2. Reproducibility of mRNA and protein distributions in micropatterned cells

(A) Mouse fibroblasts were plated on fibronectin-coatedmicropatterns and induced to polarize by addition of serum. Cells were fixed and smFISHwas performed

to target mRNAs of interest.

(B) ArhgdiamRNAwas visualized by using smFISH (gray) in standard and crossbow-shapedmicropatternedmouse fibroblasts, micropatterns were visualized by

coating with labeled fibrinogen (cyan), and DNA was stained with Hoechst (blue). Scale bar, 10 mm.

(legend continued on next page)
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mRNA at a given time point and its encoded protein at a

later time point, exhibit similar patterns of their respective

cellular density distributions.

The DypFISH analytical framework was applied to several

cellular models, including those with constrained geometry—mi-

cropatterned mouse fibroblasts and skeletal muscle fibers—as

well as standard unconstrainedmouse fibroblasts for several an-

alyses (Figure 1B).

Micropatterning of cells enhances reproducibility of
mRNA subcellular distributions
Wewere interested in the ability to characterize subcellular posi-

tioning of RNA and protein in various cellular contexts and states.

We selected a fibroblast system that allows the investigation of

RNA positioning in relation to its polarity state (Mili et al., 2008)

and combined it with micropatterning of cells to reduce cell-to-

cell variability. We chose mRNA transcripts that had previously

been identified as enriched in lamellipodia of fibroblasts upon

polarization and cell migration (Hengst et al., 2009; Mili et al.,

2008; Schmoranzer et al., 2009).

Micropatterning has been shown to lead to stereotypical local-

ization of organelles, such as the centrosome, early endosomes,

lysosomes, and the Golgi apparatus (Théry et al., 2005, Théry et

al., 2006; Schauer et al., 2010). We were interested in establish-

ing whether micropatterning can similarly reduce variation in

mRNA spatial distributions and enable us to construct a quanti-

tative framework for measuring reproducible subcellular spatial

localization of RNA and protein. To this end, mouse fibroblasts

were induced to polarize on crossbow-shaped micropatterns

shown to be suitable for the study of polarizing cells (Théry et

al., 2006; Schauer et al., 2010) and fixed at different time points

after induction (Figure 2A). Each slide contained multiple 123 12

grids of crossbow-shaped micropatterns to which the cells

adhered (Figure S1A). We developed an autonomous image

acquisition and semi-automated image analysis pipeline (Fig-

ure 1A) that was able to scan each microfabricated slide and

autonomously acquire images of individual cells. We used stan-

dard wide-field fluorescence microscopy, spinning-disk

confocal microscopy, or a StellarVision microscope using syn-

thetic aperture optics technology to acquire a 3D stack of images

for each cell. SmFISH and IF were performed to label mRNAs

and corresponding proteins of interest, respectively. We also

labeled the microtubule (MT) cytoskeleton, the nucleus, and

the micropattern. Representative images of the micropattern

and smFISH are shown in Figure 2B. A complete list of the ac-

quired images and descriptions of image acquisition character-

istics is presented in Table S1.

To investigate the subcellular localization and colocalization

patterns over time, we followed mRNAs and corresponding

proteins in polarized fibroblasts at different time points (2, 3,

4, and 5 h for mRNA and 2, 3, 5, and 7 h for protein) after induc-

tion of polarization by serum. These time points were chosen as

fibroblasts polarize over this timescale on crossbow-shaped

micropatterns. To determine whether micropatterning leads to

reduced heterogeneity in mRNA distributions, we compared fi-

broblasts grown in standard culture with those grown on micro-

patterns. Representative images of standard cultured and

micropatterned cells are shown for the Arhgdia mRNA in

Figure 2B.

First, we compared the reproducibility of ArhgdiamRNA distri-

butions in standard cultured and micropatterned cells by using

circular quantization in isolines from the periphery to the nucleus

envelope. The absolute deviation of the quantized distribution of

a randomly selected cell from a pooled average is reduced in mi-

cropatterned cells for all pool sizes up to �40 cells (Figure 2D).

The error profiles are concordant with a previous study, which

estimated that �20 micropatterned cells were necessary to

establish reproducible organelle positions by using the AMISE

metric (Schauer et al., 2010). We further investigated the effect

of micropatterning on the volume-corrected noise measure Nm

introduced in (Padovan-Merhar et al., 2015), which corresponds

to the coefficient of variation of mRNA density corrected for the

cell’s volume. Following this study and others (Fomina-Yadlin

et al., 2014; Gupta et al., 2012; Jain et al., 2013; Kempe et al.,

2015), we modeled the relationship between transcript number

and cell size by using polynomial regression, as demonstrated

for Arhgdia mRNA (Figure 2C). Our data show reduction in tran-

script number variation between micropatterned cells in com-

parison with standard cultured cells, in line with Battich et al.

(2015), in which constraining the cell phenotypic state resulted

in reduction in cell-to-cell variability in cytoplasmic RNA concen-

tration. The dispersion around the linear model fit line in the mi-

cropatterned cells as attested by the Pearson square coefficient

r2 (Figure 2C) is lower, leading to a lower Nm value (Figure S1C).

This comparison revealed a tighter distribution of cell and

nuclear sizes in the micropatterned cells, consistent with a

mechanism to compensate for cell size fluctuations andmaintain

the concentration of mRNA in the cell, as proposed previously

(Figure 2C; Padovan-Merhar et al., 2015).

Next, we investigated the profiles over time of the Nm for a se-

ries of mRNA transcripts including Pkp4 and Rab13, which are

enriched at the leading edge in polarized fibroblasts (Mili et al.,

2008; Moissoglu et al., 2019), Pard3, which translates into the

Par3 protein that regulates polarity in various cell types and is en-

riched in developing axons (Hengst et al., 2009; Schmoranzer et

al., 2009), b-Actin, a well-studied localized mRNA in various cell

types (Bassell et al., 1998; Buxbaum et al., 2014; Katz et al.,

2012; Kislauskis et al., 1997; Park et al., 2012; Park et al.,

2014; Yoon et al., 2016; and others), and Gapdh, which to the

best of our knowledge is not known to localize to specific subcel-

lular domains. We found for a number of transcripts a reduction

inNm over time, up to the 4 h time point (Figure S1B). These data

indicated that micropatterns conveyed an advantage for quanti-

tative analysis of RNA subcellular position over standard cell

culture.

(C) Relationship between cell size and Arhgdia transcript copy number in standard cultured and micropatterned cells. Solid lines in upper graphs show the least-

squares fit. Pearson square coefficient values R2 are 0:48 and 0:32 for micropatterned and cultured cells, respectively. Lower graphs compare cell and nucleus

size in the two conditions.

(D) Absolute deviation of Arhgdia mRNA distribution of a randomly selected cell from a pooled average of up to �40 cells for cultured and micropatterned cells.
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A subset of mRNAs and corresponding proteins shows
peripheral enrichment and correlated clustering
between time points
We investigated the joint localization patterns for mRNA and cor-

responding protein of four mRNA transcripts (Arhgdia, Pard3,

b-Actin, and Gapdh) and the mRNA localization dynamics for

the remaining two transcripts (Pkp4 and Rab13). We developed

a cell quantization method for computing local density statistics

and used the MTOC cellular landmark to obtain consistent and

alignable cellular segments. We initially characterized whether

the mRNA and corresponding proteins, respectively, are en-

riched in the periphery of polarized cells. To do so, we calculated

the fraction of cytoplasmic transcripts found at the boundary of

the cell, within an area whose width is a fixed proportion of the

radial distance to the nucleus edge (STAR Methods, ‘‘peripheral

distance map’’). Certain transcripts, including Rab13 and Pkp4,

as well as Pard3, are peripherally enriched for up to 20% of the

radial distance (Figure 3A) in polarized cells on microfabricated

patterns. Gapdh mRNA and protein distributions were used as

controls, as neither the mRNA nor protein were expected to

show patterns of enrichment (Mili et al., 2008; Figure S2A).

Note that values in the extreme periphery are not stable, due

to imprecision in segmentation of the cell mask. Representative

smFISH images of b-Actin and Gapdh are shown in Figure S2B.

We next analyzed clustering of mRNAs and proteins by using a

generalization of Ripley’s K analysis (Lee et al., 2013; Ripley,

1977) that we first theoretically investigated in Warrell et al.,

2016). Ripley’s K is a commonly used algorithm to describe the

extent of clustering of points, such as mRNAs (Figure 3B). For

each mRNA spot and each distance d the number of transcripts

lyingwithin a sphere of radius d is counted. Spatial clustering can

then be calculated by estimating the probability distribution of

this function under a null hypothesis of complete spatial random-

ness (CSR) and comparing it with the function calculated from

observed transcripts. We adjusted the algorithm (STAR

Methods, ‘‘degree of clustering (Ripley-K)’’) on the basis of the

generalized Ripley K function for evaluating the extent of clus-

tering of both mRNA and protein spatial distributions. This was

done by computing the degree of clustering, a unitless measure

that can be used to compare clustering between different mole-

cules and conditions. We summed the area where the normal-

ized Ripley K function deviates from the 95% confidence interval

of the random distribution (Figure 3C).

We evaluated the degree of clustering of all transcripts and

proteins across all time points, revealing high overall values for

all proteins and various values for the different mRNA transcripts

(Figure 3D). Representative smFISH images for b-Actin and

Arhgdia are shown in Figure 3D. We further calculated the de-

gree of clustering at each individual time point post induction

of polarization for Arhgdia, Gapdh, b-Actin, and Pard3 mRNAs

and proteins, and normalized it by mean for value’s scale

compatibility between mRNA and protein (Figure 3E). A clear

peak in the mRNA profile followed by a peak in the correspond-

ing proteins can be seen for Pard3, b-Actin, and Gapdh,

suggesting temporal correlation (Figure 3E). A plausible interpre-

tation of this temporal correlation might be local translation—

clustering and translation of the transcript, yielding a high local

concentration of protein that is observed as a cluster. To test

this hypothesis, we used the translation inhibitor cycloheximide

(CHX) and compared the peripheral enrichment and the degree

of clustering of Arhgdia and Pard3 in inhibited and control cells

(see description of image acquisition characteristics for CHX

[Table S1] and STAR Methods). As expected, no significant

reduction in peripheral enrichment for both Arhgdia and Pard3

mRNAs was observed (Figure S2C), and there was a slightly

increased degree of clustering for both mRNAs (Figure S2E).

Taken together, these data indicate that Arhgdia and Pard3 are

localized to the periphery similarly in inhibited and control cells

and cluster slightly more throughout the cytoplasm in inhibited

cells. In contrast, a slight decrease was observed in peripheral

enrichment and degree of clustering for both RhoGDIɑ (the pro-

tein translated from Arhgdia, to which we will refer to as Arhgdia

for simplicity) and Pard3 proteins (Figures 3F and S2D). Alto-

gether, these data indicate that in fibroblasts in which protein

translation is inhibited, Arhgdia and Pard3 mRNAs localize simi-

larly to control cells; however, the reduced peripheral fraction

and degree of clustering of the Arhgdia and Pard3 proteins hint

toward potential local translation of these genes at the periphery.

As transport of molecules is not expected to be affected in these

cells, we do not anticipate the reduction in enrichment and clus-

tering of Arhgdia and Pard3 to be attributable to impaired trans-

port of the proteins.

Figure 3. Peripheral enrichment and clustering dynamics of mRNA-protein pairs

(A) Comparison of the enrichment of five mRNAs with respect to Gapdh mRNA in a peripheral cellular region whose width varies from 0% to 100% of the radial

distance from the plasma membrane to the nucleus.

(B) Clustering is characterized by comparing observed transcript and protein distributions with complete spatial randomness. FormRNAs, the Ripley K function is

estimated for an observed distribution and samples from a homogeneous Poisson process by counting the number of pairs of points lying within a radius r of each

event.

(C) To compute the degree of clustering, we defined an estimator of the Ripley K function, called clustering index, by normalizing the observed Ripley K function to

the 95th and 5th percentiles under the Poisson process. Significant clustering of mRNAs or proteins is found at radius r where the estimator function is over the

95% confidence interval under the CSR assumption. Values below the 95% confidence interval indicate the dispersion of the molecules. The degree of clustering

is the area under the estimator’s curve that is above the 95th percentile of the random distribution.

(D) Comparison of log degree of clustering for mRNAs and proteins (all time points, log values shown after scaling by natural log). Error bars show the standard

error of the median. Representative single-molecule images for b-Actin and Arhgdia are shown. Scale bar, 10 mm.

(E) Clustering dynamics for four mRNA-protein pairs by using normalized degree of clustering. Zero values indicate the absence of protein or mRNA data for the

given time point. Error bars show the standard error of the mean.

(F) Log degree of clustering (bottom graph), as well as enrichment of Arhgdia and Pard3 proteins in cells treated with CHX compared with control cells at 30%

peripheral regions (top graph). Differences in degree of clustering were assessed by using a Mann-Whitney test. p values: Arhgdia versus Arhgdia + CHX = 0.2;

Pard3 versus Pard3 + CHX = 0.04.
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Localization of a subset of mRNAs and corresponding
proteins shows correlation with the MTOC position
In the majority of polarized cell systems, the MTOC is positioned

between the nucleus and the leading edge of the cell prior to

migration or local cell growth (Gomes et al., 2005; Hale et al.,

2011). Whether mRNAs and their corresponding proteins are

subject to reorientation in relation to theMTOC is unknown. Hav-

ing demonstrated that several mRNA transcripts and proteins

exhibit peripheral enrichment and spatial clustering in polarized

cells, we sought to determine whether these observations

were related to MTOC positioning. We divided the cell into quad-

rants (Figure 4A), computed per-quadrant mRNA and protein

relative density, and determined the MTOC localization within

these quadrants (Figure 4A). We observed higher enrichment

of all cytoplasmic mRNA transcripts in the MTOC-containing

quadrant compared with the non-MTOC-containing quadrant,

considering differences in their respective density (Figure 4B).

Similarly, all peripheral transcripts at 30% of the radial distance,

other than Pkp4, showed higher enrichment in the MTOC-con-

taining quadrant compared with the non-MTOC-containing

quadrant (Figure S3A). All cytoplasmic proteins were also found

to be more enriched in the MTOC-containing quadrant

compared with the non-MTOC-containing quadrant, with the

exception of Pard3 (Figure 4B). All proteins showed enrichment

in the MTOC-containing quadrant at 30% of the radial distance

(Figure S3A).

On the basis of the above observations, we introduced an

MTOC polarity index (MPI) to analyze MTOC-dependent enrich-

ment in mRNA and protein distributions. This indicator lying be-

tween �1 and +1 is derived by normalizing the differences of

signal concentration between the MTOC-associated quadrant

and the other quadrants. Positive MPI values imply MTOC-

dependent enrichment of RNA transcripts, negative values imply

enrichment away from the MTOC, and a value of zero implies no

detectable relationship with the MTOC. Representative smFISH

images for b-Actin and Pard3 are shown in Figure 4C.

We calculated the MPI for all transcripts and proteins,

computing values for both the whole cytoplasmic population

(Figure 4C), and the peripheral population at 10% radial distance

(Figure S3B), by using all time points. All mRNAs as well as

Gapdh, Arhgdia, and b-Actin proteins show high MPI scores in

the cytoplasmic population. The lowMPI score for Pard3 protein

is in line with low MTOC enrichment for cytoplasmic Pard3 (Fig-

ure 4B). Similarly to the cytoplasmic transcripts, all mRNAs show

high MPI scores in the peripheral population (Figure S3B). Addi-

tionally, we calculated MPI scores across time (Figures 4D, S3C,

and S3D) and observed similar wave-like profiles for mRNA and

corresponding protein (with a lag in time for the protein) for cyto-

plasmic Arhgdia, cytoplasmic and peripheral Pard3, and periph-

eral b-Actin, Arhgdia, and Gapdh, and cytoplasmic b-Actin and

Gapdh to lesser extent (Figures S3C and S3D). This suggested

a temporal association between mRNA, protein, and MTOC

orientation.

We next applied the method presented above to examine the

biological relevance of the spatial distribution of a given mRNA.

We chose to focus onArhgdiamRNA and characterized changes

in its subcellular location, followed by measuring the effects of

these changes on the localization and function of Arhgdia’s en-

coded protein. The Arhgdia transcript is translated into

RhoGDIɑ, which regulates the Rho family of guanosine triphos-

phatases (GTPases) (reviewed in Garcia-Mata et al., 2011; Xie

et al., 2017). We hypothesized that changes in the subcellular

localization of Arhgdia would have an effect on the location

and/or translation of the transcript to RhoGDIɑ and subsequent

effects on Rho GTPases and related cellular processes,

including cellular polarization and migration.

We first used a biochemical pull-down assay to pull down

Arhgdia and identify its protein binding partners by mass spec-

trometry (Savulescu et al., 2020). By this process we identified

a number of candidate protein-interacting partners. Of these

we chose to focus on the PRRC2C protein, given that the

PRRC2C subcellular localization at the ER (data not shown) is

linked to cell polarity and in addition contains a polyQ motif

(Figure S5A), suggesting interactions with RNA (Kunde et al.,

2011; Lee et al., 2013; Langdon et al., 2018). We depleted

PRRC2C (Figure S5B) to see whether it had convergent pheno-

types with Arhgdia. We hypothesized that if PRRC2C was

important to Arhgdia mRNA biology, this would result in quan-

titative changes detectable by DypFISH. PRRC2C-depleted

cells displayed a lower Arhgdia mRNA count (Figure S4A), a

slightly reduced peripheral fraction (Figure S5C), similar central-

ity and cytoplasmic spread (Figure S5D), and a slightly lower

degree of Arhgdia mRNA clustering (Figure S4B). Depletion of

PRRC2C also led to reduced peripheral MTOC enrichment, pe-

ripheral MPI score (Figure S5E), and a substantially reduced

cytoplasmic MPI score (Figures S4C and S5E) for Arhgdia. A

higher concentration of RhoGDIɑ was observed in PRRC2C-

depleted cells (Figure S4A), suggesting a higher rate of transla-

tion in these cells as well as a decreased peripheral fraction

and slightly increased centrality and cytoplasmic spread (Fig-

ures S5C and S5D). RhoGDIɑ retains Rho GTPases in an inac-

tive, stable form in the cytosol, preventing their degradation (re-

viewed in Garcia-Mata et al., 2011). We hypothesized that an

elevated concentration of RhoGDIɑ would induce an increased

pool of inactive cytosolic Rho GTPases, leading to inhibition of

cell migration. Consistent with our hypothesis, depletion of

PRRC2C led to inhibition of migration of 3T3 mouse fibroblasts

and human umbilical vein endothelial cells (HUVECs) in a

wound assay (Figure S4D; Videos S1 and S2). We then tested

whether the inhibition in migration was due to impaired velocity

in PRRC2C-depleted cells. Velocity measurements of individual

cells in the monolayer did not show differences between con-

trol and PRRC2C-depleted cells (Figure S5F); however, we

observed a slight decrease in the ability of cells to maintain

their directionality, termed directness, in PRRC2C-depleted

cells (Figure S5F). Direction of migration is defined by the sub-

cellular positions of the Golgi apparatus and MTOC in the cell,

known as axial polarity (Ridley et al., 2003). To test whether it

was abolished in the absence of PRRC2C, we performed an

axial polarity assay (Carvalho et al., 2019). Loss of Golgi orien-

tation in PRRC2C-depleted cells was observed (Figure S4E),

suggesting the loss of axial polarity and, thus, migration de-

fects. In conclusion, our data suggest that PRRC2C-depleted

cells are unable to migrate properly.

Altogether, our data suggest that the absence of PRRC2C re-

sults in loss of Arhgdia’s enrichment in the MTOC vicinity and
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Figure 4. Relationship between cytoplasmicmRNA

and protein distributions and MTOC position

(A) (i) Schematic of theMTOC correlative influence analysis

and of the analysis to determine the MPI value. (ii) The

MTOC position is annotated in projected 3D tubulin IF

images. The MTOC polarity index (MPI) measures how

frequently the relative concentration within the MTOC

quadrants is higher than in the non-MTOC quadrants. MPI

takes values between �1 and +1, with positive values

indicating enriched mRNA or protein concentration in the

MTOCquadrant and negative values indicating enrichment

away from the MTOC quadrant.

(B) Cytoplasmic mRNA and protein relative density in

non-MTOC-containing quadrants (dark blue) and MTOC-

containing quadrants (light blue). Enrichment in theMTOC-

containing quadrant is defined by differences in means of

these distributions.

(C) MPI values for mRNAs and proteins in cytoplasmic

populations (all time points). Representative smFISH im-

ages are shown for b-Actin and Pard3 (right image), as well

as the corresponding tubulin stain (left image). Scale bar,

10 mm.

(D) MPI dynamics for Arhgdia and Pard3 mRNA-protein

pairs.

Bar graphs in (C) show median and standard deviation

from the median error bars for 100 bootstrapped MPI es-

timates. Graphs in (D) show median surrounded by enve-

lope indicating standard deviation from the median error

bars of 100 bootstrapped estimates fitted to cubic splines.
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changes in its subcellular localization and degree of clustering

pattern, as well as leading to seemingly elevated levels of trans-

lation, resulting in a higher concentration of RhoGDIɑ protein.We

suggest that an elevated RhoGDIɑ concentration, as well as

higher MPI score of the RhoGDIɑ protein in PRRC2C-depleted

cells, leads to an imbalanced RhoGTPase cycle and subsequent

inhibition in cell migration (Figure S4F). In summary, and most

significantly, by using DypFISH, we unearthed variations in po-

larity and cell migration due to quantifiable changes in the

MTOC-related subcellular localization of Arhgdia mRNA.

Figure 5. Interdependency of localization

dynamics for corresponding mRNAs and

proteins

(A) Colocalization score (CS) is a correlation be-

tween mRNA and protein spatial distributions for

image acquisitions at several time points.

(B) Forward-leading time-point pairs, defined as

t1<t2 (connected by solid lines), were used for

calculating CS values. Cytoplasmic density maps

representing relative density vectors based on fine-

grained quantization for Arhgdia mRNA and protein

for each time point are shown. Cellular regions are

dark blue if the local relative density is greater than

the mean density of all segments in the cytoplasm

plus standard deviation, and light blue if the local

relative density is smaller than the mean of all seg-

ments in the cytoplasm minus standard deviation;

intermediate values correspond to the relative den-

sity within the ½ �s; s� interval. The MTOC-contain-

ing quadrant is highlighted by a thin turquoise stripe.

(C) CS values were computed by using global cor-

relations of all voxels/segments across the cyto-

plasmic area and local correlations across subsets

of voxels/segments within peripheral regions.

(D) Correlations of relative density distributions for all

cytoplasmic mRNA-protein pairs were observed for

certain time points by using the fine-grained quan-

tization scheme.

Colocalization of mRNA-protein
distributions is consistent with
MTOC-related patterns of localized
translation
As previously described, several mRNA-

protein pairs showed similarities in distribu-

tionsofbasicdescriptors, clustering indices,

and MTOC polarity indices. Correlations

in spatial distributions at different time

points could reflect spatially and temporally

restricted translation (local translation)

(Besse and Ephrussi, 2008) and/or separate

localization pathways for mRNAs and pro-

teins to common subcellular locations.

To investigate such scenarios, we per-

formed fine-grained quantization of cells

and were able to compute subcellular

spatial distribution profiles of mRNAs and

proteins (see STAR Methods, ‘‘colocaliza-

tion score’’ and Figure 5Ai), visualized us-

ing density maps for each time point for

four corresponding mRNA-protein pairs (Arhgdia, Gapdh,

b-Actin, and Pard3) (Figures 5B and S6B).

For a pair of mRNA and protein spatial distributions, their

colocalization is measured by the Pearson correlation of

subcellular density vectors. We consider ‘‘high’’ or ‘‘low’’ co-

localization for an mRNA/protein pair depending on the

value of the Pearson correlation. High values (interdependent

spatial distributions) might suggest local translation

within specific subcellular localizations, although they do not

rule out alternative mechanisms such as separate mRNA

10 Cell Reports Methods 1, 100068, September 27, 2021

Article
ll

OPEN ACCESS



and protein localization pathways with delayed protein

transport.

To explore the consistency of potential correlations in spatial

distributions between mRNA and the corresponding protein

over different time points, we derived a colocalization score

(CS), which is a value between 0 and 1, computed as the sto-

chastic effect size based on the correlations between the subcel-

lular distributions of mRNA and corresponding protein in a

ranking across ‘‘forward-leading’’ time points (for details see

STAR Methods, ‘‘colocalization score’’ and Figure 5B). These

time points were chosen because we considered the additional

time for translation to occur once the mRNA is localized.

The CS provides a global measure of whether the two mole-

cules are distributed in a similar way in cells across all ‘‘for-

ward-leading’’ time points as compared with the other time

points. We measured the similarities of relative density vectors

(1) globally across the cytoplasmic area by computing global

CS values (Figure 5C) and (2) at the periphery using relative den-

sity vectors restricted to peripheral regions (Figure 5C). We

observed correlated spatial distributions for cytoplasmic

mRNA-protein pairs, with various temporal patterns among the

different genes (Figures 5D and S6A). Generally, medium to

high CS values were observed for all genes at the different

time points (Figure 5D); however, we observed variability be-

tween the genes in CS values at various time points. For

example, b-ActinmRNA at all time points showed high CS values

with its corresponding protein at most time points, whereas the

CS values for Arhgdia mRNA at late time points were generally

lower than the values at early time points (Figure 5D).

Perturbation of various cytoskeletal components
disrupts characteristic mRNA-protein localization and
interdependency patterns, and hints at local translation
Our analysis revealed mRNA-protein colocalized distributions

for certain time points, which suggested local translation. As

we could not rule out independent localization of mRNA and cor-

responding proteins, we introduced two perturbations to inhibit

potential transport pathways of the different molecules. We dis-

rupted microtubule polymerization by using nocodazole (Fig-

ure 6A), which we reasoned would lead to disruption of the cor-

relation with the MTOC of spatial distributions of selected mRNA

and proteins, as well as potential loss of local translation. We

selected Arhgdia and Pard3 mRNA-protein pairs to test this hy-

pothesis, collected data at 3 h and 5 h after exposure to nocoda-

zole, and compared it with untreated data from the equivalent

time points.

We calculated the effects of nocodazole treatment on the total

mRNA count (Figure S7A), the centrality of the transcript and

protein (Figures 6B and S7B), and the 10% peripheral fraction

(Figure 6C). Arhgdia centrality was increased upon treatment

with nocodazole and its peripheral fraction was not significantly

modified (Figures 6B and 6C), suggesting that Arhgdia mRNA

and protein do not make exclusive use of the microtubule

network for intracellular transport. Arhgdia protein centrality

was slightly decreased and the peripheral fraction of the protein

was reduced (Figures 6B and 6C), indicating a partial depen-

dency on the microtubule network for subcellular transport.

The centrality of Pard3 mRNA was increased, whereas its pe-

ripheral fraction was slightly decreased upon treatment with no-

codazole (Figures 6B and 6C), suggesting that Pard3 mRNA

does not make exclusive use of the microtubule network for

intracellular transport. A reduction was detected in the centrality

of Pard3 protein in the presence of nocodazole (Figure 6B), and

there was a slight increase in the peripheral fraction of the protein

(Figure 6C). Interestingly, an increase in the Pard3 mRNA and

corresponding protein concentration was observed in the pres-

ence of nocodazole (Figure S7A).

Next, we probed the effects of nocodazole treatment on the

relationship between the polarization of the cell and the subcel-

lular localization of the mRNA transcripts and their correspond-

ing proteins (Figures 6D and 6E). The MTOC enrichment of

Arhgdia in nocodazole-treated cells compared with control cells

was not substantially modified (Figure 6D) and the MPI of

Arhgdia in these cells was slightly reduced (Figure 6E), indicating

that the orientation of the mRNA subcellular localization was

partially lost. An interesting effect was observed for Pard3,

whereby no significant change was detected in the MTOC

enrichment, with a slight increase in the MPI value for the

mRNA in the nocodazole-treated cells (Figures 6D and 6E), indi-

cating that the perturbation to the MTOC had the effect of tight-

ening the relationship between the MTOC position and the RNA

distribution. Representative smFISH images for Arhgdia in con-

trol and nocodazole-depleted cells are shown in Figure 6E.

We then probed the effects of nocodazole on mRNA-protein

pairs by calculating local CS and maps for control and nocoda-

zole-treated cells, restricted to the 3–5 h time points (Figure 6F).

The interdependency of the Arhgdia mRNA-protein pair was

disturbed, as observed in altered CS values for all time points

in nocodazole-treated compared with control cells (Figure 6F).

Nocodazole also affected the interdependency for the Pard3

mRNA-protein pair, mainly observed in the 3 h mRNA to 3 h pro-

tein and 5 h protein time points (Figure 6F).

To probe whether other cytoskeletal networks could influ-

ence RNA subcellular positioning, we treated the cells with

the actin polymerization inhibitor cytochalasin D (cytoD) for

1 h before fixation of cells and compared FISH and IF data

for the Arhgdia mRNA-protein pair. Arhgdia mRNA’s centrality

and cytoplasmic spread were slightly increased (Figure S7B),

whereas the concentration of the mRNA was slightly lower on

the periphery of cytoD-treated cells compared with control

cells (Figure S7C). The centrality and cytoplasmic spread of

Arhgdia protein were not significantly affected in the presence

of cytoD (Figure S7B); however, the peripheral concentration

of the protein was slightly decreased in the cytoD-treated cells

(Figure S7C). Taken together, these data suggest that a lower

Arhgdia mRNA peripheral concentration leads to reduced pe-

ripheral Arhgdia protein concentration or that mechanisms

anchoring Arhgdia mRNA and protein to the periphery are

lost in the presence of the drug.

Sarcomeric mRNAs cluster in a striated pattern in
differentiated myofibers
To further validate Dyp-FISH, we sought a cellular model in

which RNA subcellular localization and potential local protein

translation linked to changes in cells’ state could be interrogated.

We focused on the unusually large multinucleated muscle cells
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termed myofibers that are formed by fusion of mononucleated

cells, with the myonuclei being spaced at regular intervals, their

main function being to generatemechanical force via contraction

(Bruusgaard et al., 2003, 2006). Muscle contraction is achieved

by the shortening of sarcomeres that are organized along the

length of the myofiber and each sarcomere is flanked by a Z

line, the site of anchoring of the actin filaments, resulting in the

striation of the myofiber (Franzini-Armstrong and Peachey,

1981). We used skeletal muscle, given that the myofiber has an

invariable tubular shape and a highly predictable cytoplasmic or-

ganization. In vitro differentiation of myofibers allows for high-

resolution imaging throughout developmental stages, including

the formation of patterned sarcomeres with well-defined Z-line

striations, similar to what is observed in neonatal myofibers (Fal-

cone et al., 2014; Pimentel et al., 2017; Vilmont et al., 2016).

Thus, the size and regularity of myofiber architecture make

them an excellent candidate to compute spatial distribution pro-

files of mRNAs and proteins.

Figure 6. Effects of cytoskeleton disturbance on mRNA-protein localization and interdependent dynamics

(A) Nocodazole was added to cells seeded on micropatterns, inducing inhibition of microtubule polymerization (tubulin IF images). Scale bars, 10 mm.

(B) Centrality of Arhgdia and Pard3 transcripts and proteins (at 3 h and 5 h combined) is defined as a statistic measuring the evenness of amolecule spread across

the cell, with the value 1 for even distribution. Error bars show standard error of the mean.

(C) The peripheral fraction of Arhgdia and Pard3 transcripts and proteins (at 3 h and 5 h combined) were calculated similarly to Figure 3B.

(D) mRNA quadrant density (MTOC enrichment profiles) for Arhgdia and Pard3 shown for nocodazole-treated and control cells at 3 h and 5 h combined.

(E) MPI scores shown for control and nocodazole-treated cells for Arhgdia and Pard3 transcripts at 3 h and 5 h combined. Representative smFISH images of

Arhgdia in control and nocodazole-treated cells are shown. Scale bars, 10 mm. A cartoon representing the effect of nocodazole treatment on the MPI scores is

shown in the bottom panel.

(F) Interdependent dynamics for Arhgdia and Par3 in the presence of nocodazole and in control cells.
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We analyzed the distribution of an mRNA that encodes a pro-

tein found at the Z lines during muscle differentiation. We chose

the actn2mRNA, which encodes for a-actinin, the main compo-

nent of Z lines in relation to the sarcomeric Z lines (Figure 7A).

The majority of the actn2 mRNA was found in the vicinity of the

Z line in mature myofibers (Figure 7B). To understand whether

this depends on the developmental stage, we imaged immature

myofibers in which the Z lines are less organized. We also

probed the Gapdh mRNA distribution as a non-sarcomeric con-

trol in both immature and mature myofibers. The degree of

mRNA proximity was lower in both cases, suggesting that

possibly actn2mRNA localization precedes protein organization

(Figure 7B) of the Z line. To address this question, we quantized

each cell perpendicularly to the cell axis in vertical quadrants by

using a number of various divisions (Figures 7C and S8A), simi-

larly to sarcomeres’ organization. The mRNA local density was

computed in each quadrant by normalizing the counts by the

relevant area (Figures 7C, S8A, and S8B). We observed a

wave-like clustering for actn2 inmature comparedwith immature

fibers by using various divisions (Figures 7C, S8A, and S8B). No

clustering was observed for Gapdh (Figures 7C, S8A, and S8B).

Curiously, in adult mouse myofibers, it was recently described

thatGapdhmRNA also clusters at the Z line, suggesting that my-

ofiber hypertrophy alters mRNA clustering properties (Denes

et al., 2021).

The highest degree of clustering was observed for actn2

mRNA in mature myofibers when compared with the immature

counterpart or with Gapdh mRNA. These data suggest that the

actn2 mRNA distribution specifically follows the respective pro-

tein organization instead of preceding it (Figure 7D). These data

shed light on a long-standing question in the field and produce a

basis of testable hypotheses for how actn2 mRNA is directed to

the Z line.

DISCUSSION

Awide variety of methods have been proposed for studying RNA

localization with subcellular accuracy, including microscopy-

based methods, such as those based on FISH (Battich et al.,

2013; Chen et al., 2015; Lécuyer et al., 2007). We set out to

develop a quantitative, reproducible, and reusable computa-

tional method for investigating the spatial distribution of RNA

and protein. To achieve this, we hypothesized that the best

showcase of our approach would be to use micropatterning of

cells in order to reduce cellular heterogeneity and enhance the

reproducibility of spatial distributions. We combined this with

smFISH, IF labeling, and automated high-content imaging, as

well as the development of our DypFISH computational frame-

work. We revealed dependence of mRNA-protein localization

and dynamics onMTOCorientation and cell polarization in polar-

ized fibroblasts. Through perturbation studies, we have demon-

strated DypFISH’s ability to quantitatively detect changes in

localization behavior, confirming both the robustness of the

approach and its ability to test mechanistic hypotheses. This

approach can be applied to other systems in which (1) there is

a clear constrained architecture, such as the skeletal muscle

shown in Figure 7, or/and (2) cellular landmarks can be stained,

similarly to the MTOC landmark in our study.

RNA subcellular localization patterns and the role of the
MTOC in subcellular spatial distribution
The association of different mRNA species with MTOC orienta-

tion indicates specific subcellular distribution patterns in accor-

dance with broader processes, which are also responsible for

controlling the nucleus and MTOC relative orientation during po-

larization (Kim et al., 2014; Razafsky et al., 2014). We posed the

question as to whether proteins translated from mRNAs that

consistently localize to similar subcellular locations are trans-

lated in these locations. By revealing the existence of correla-

tions of spatial distributions for mRNA-protein pairs at different

time points, which are associated with the MTOC orientation

and can be impaired by applying perturbations including inhibi-

tion of protein translation, our results suggest local translation.

Additionally, our methodology can be applied to study variability

of localized gene expression in morphologically constrained bio-

logical contexts.

We revealed various aspects of the spatial distribution of spe-

cific mRNA transcripts and proteins of interest in time, such as

Arhgdia and its protein product RhoGDIa. We have shown that

the majority of the Arhgdia mRNA population relates to the

MTOCposition, with a small fraction being localized to the periph-

ery. The reduced cytoplasmic MPI of Arhgdia mRNA, altered CS

plots for Arhgdia mRNA-protein in the presence of a cytoskeletal

polymerization inhibitor, and the reduction in peripheral enrich-

ment and clustering of Arhgdia protein when translation is in-

hibited suggest MTOC-dependent peripheral local translation.

Furthermore, depletion of PRRC2C, an Arhgdia mRNA binding

protein, led to changes in the subcellular localization of Arhgdia

in relation to the MTOC, changes in translation of the correspond-

ing protein, and further downstream effects related to RhoGDIɑ
function as a regulator of Rho GTPases, including inhibition of

cell migration. Taken together, these data exemplify the impor-

tance of characterizing the spatial distribution of mRNA quantita-

tively and how measurable changes in the subcellular distribution

of the transcript are linked to RNA and protein function.

Our analyses also revealed important aspects of Pard3 spatial

and temporal distribution. The transcript and protein show a

correlated temporal degree of clustering and a reduction in pe-

ripheral enrichment and clustering of the Pard3 protein in the pres-

ence of a translational inhibitor. In contrast to Arhgdia, there is an

increase in the MPI of Pard3mRNA upon disruption with nocoda-

zole, indicatingMTOC-MT influence onPard3 transport. Localiza-

tion of the Pard3 protein in peripheral clusters at cell-cell adhe-

sions was previously shown in fibroblasts when grown in culture

(Schmoranzer et al., 2009), which is concordant with the periph-

eral enrichment of Pard3 mRNA and protein in our system.

Resolving spatial distribution of RNA and protein in a
quantitative manner across time points
We have shown our approach to be suitable for the identification

of patterns of RNA spatial and temporal distribution and RNA-

protein interdependent localization, both globally and locally.

We demonstrated how our analytical tools can be applied to mi-

cropatterned cells for studying RNA subcellular distribution and

how it can be used for other constrained cellular geometries.

Several aspects of our approach are suitable as a basis for

diverse kinds of spatially resolved omics (Crosetto et al., 2015).
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Figure 7. Sarcomeric mRNAs cluster in a stri-

ated pattern in differentiated myofibers

(A) Typical epifluorescent images of immature and

mature muscle fibers. The DNA was stained with

DAPI (blue), F-actin was visualized by using IF

(green), and Actn2/Gapdh were visualized by using

smFISH (red). Z-line and RNA spot detection masks

were extracted by using IF and single-molecule

data, respectively.

(B) mRNA distance profiles. For each mRNA we

computed its distance to the closest Z lines, which

allowed us to count the number of mRNAs having a

certain distance to Z lines. Normalized median

counts are represented on the y axis. A higher

number of actn2 immature mRNA falls inside or

close to Z lines in comparison with mature fibers,

suggesting greater clustering of mRNA between Z

lines for mature actn2. The Z-line distance is a

Euclidean distance.

(C) The mRNA local density was computed between

two nuclei. Each cell was quantized in vertical

quadrants, and relative concentration of mRNA in

each quadrant was computed by normalizing the

counts by the relevant surface. A wave-like clus-

tering is observed for actn2 in mature comparedwith

immature fibers. No clustering is observed for

Gapdh.

(D) Model describing actn2 mRNA distribution in

immature and mature fibers.
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The quantitative nature of the computational analyses, autono-

mous image acquisition, and automated features of our data

processing make DypFISH highly scalable to high-throughput

studies and in mammalian tissue cells. Particularly, the capacity

of the approach to investigate changes in localization under

perturbation make DypFISH suitable for inferring spatially orga-

nized regulatory networks (Crosetto et al., 2015) and capable

of being combined with multiplexing techniques (Chen et al.,

2015) to reveal dynamic changes in cell state. As well as corre-

lated mRNA-protein localization, our generalized clustering

approach can be used to detect interdependent clustering

patterns between RBPs and different kinds of RNAs (long non-

coding RNAs, mRNAs, microRNAs) or interdependent protein-

protein clustering patterns. Finally, we believe that techniques

such as those presented here will help to make possible further

development of integrated approaches and thus contribute to

large-scale multi-omics studies at subcellular resolution, such

as the Human Cell Atlas.

Limitations of study
This study provides a toolbox to characterize various aspects of

subcellular localization of RNA and protein molecules. These

include subcellular location, relation toa cellularmarker, clustering

patterns, and colocalization between molecules, among others.

The limitations of this study include the following: (1) The subcellu-

lar localization of a biomolecule is defined in relation to a chosen

cellular marker and it is not an absolute parameter. (2) Micropat-

terned cells and muscles have a specific, defined topology but

standardcells in culture donot, and thus the definitionsof ‘‘periph-

eral,’’ ‘‘central,’’ and so forth are less clear-cut. (3) The annotation

of the MTOC has been done manually; automation is difficult, as

the signal using the anti-tubulin antibody might be blurry, there is

a certain percentage of cells with more than one MTOC, and the

annotation often requires looking through a fewZ slices. However,

we do expect the annotation to be automated in the future. (4)

Althoughmanycell lines andsomeprimary cells spreadwell onmi-

cropatterns, not all primary cell types and cell lines spread and

adopt the shape of the micropattern, limiting the number of cell

types that can be used. (5) The effect of modification of cell quan-

tization parameters (such as number of quadrants and isolines) on

the resulting statistical results has not been evaluated.
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STAR+METHODS

KEY RESOURCES TABLE

REAGENT or RESOURCE SOURCE IDENTIFIER

Antibodies

Anti-Tubulin Abcam # ab6160; RRID:AB_305328

anti RhoGDI antibody Santa Cruz # sc-360; RRID:AB_2227516

Anti-PARD3 Abcam # ab64646; RRID:AB_1603911

Anti b-Actin Santa Cruz # sc-81178; RRID:AB_2223230

Anti Gapdh Santa Cruz # sc-25778; RRID:AB_10167668

anti-GM130 BD Biosciences # 610823; RRID:AB_398142

Goat Anti-RABBIT IgG

ATTO 550 Conjugated

Rockland # 611-154-122S; RRID:AB_10894121

Donkey anti Rat AlexaFluor647 Abcam # ab150151

Donkey anti Mouse

Alexa488

Thermo Fisher Scientific # A21202; RRID:AB_141607

Chemicals, peptides, and recombinant proteins

Collagenase type I Sigma-Aldrich Cat #C0130

Dispase Roche Cat #04942078001

Iscove’s Modified Dulbecco’s Medium

(IMDM) with GlutaMAX

Invitrogen Cat #31980022

Fetal bovine serum (FBS) Eurobio Cat #CVFSVF00-01

Penicillin/streptomycin (Penstrep) Thermo Fisher Scientific Cat #15140122

Matrigel Corning Cat #354230

Recombinant Rat Agrin R&D systems Cat #550-AG-100

Horse serum Thermo Fisher Scientific Cat #26050088

DMEM/F12 medium Thermo Fisher scientific (Gibco) # 11054001

EGM-2 Bulletkit Lonza # CC-3162

FBS Biochrom # S0613

Cytochalasin D Sigma # 22144-77-0

Cycloheximide Sigma # 66-81-9

Nocodazole Sigma # 31430-18-9

penicillin/streptomycin Gibco # 15140122

Hepes Sigma # H0887-100 ML

Human umbilical vein endothelial cells

(HUVECs)

Lonza # C2519A

PLL(20)-g[3.5]- PEG(2) Surface Solutions (SuSoS) N/A

PBS Thermo Fisher Scientific (Gibco) # 10010023

Fibronectin Thermo Fisher Scientific (Gibco) # 3010018

Fibrinogen-Alexa Fluor 488 Thermo Fischer Scientiifc (Invitrogen) # F13191

NaHCO3 Sigma # 144-55-8

Sodium tetraborate Sigma # 1330-43-4

ATTO-565 NHS-ester dye ATTO-TEC # AD 565

Formaldehyde Sigma # 50-00-0

SSC-Buffer Sigma # S6639-1L

Ethanol 99.8 % Sigma # 64-17-5

Dextran Sulfate VWR # 0198-50G

Ribonucleoside Vanadyl Complex NEB (New England Labs) # S1402S
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Continued

REAGENT or RESOURCE SOURCE IDENTIFIER

tRNA from E. coli MRE 600 Sigma # TRNAMRE-RO

Formamide Sigma # F9037-100ML

BSA Thermo Fisher Scientific # AM2616

D-(+)-Glucose solution Sigma # 50-99-7

Glucose oxidase Sigma # 9001-37-0

Catalase Sigma # 9001-05-2

DAPI Life Technologies # D1306

Critical commercial assays

DharmaFECT one reagent Dharmacon, GE Healthcare # T-2005-01

RNeasy Mini Kit (Qiagen) Qiagen # 74104

Superscript IV First-Strand Synthesis

System

Invitrogen # 8091050

Experimental models: Cell lines

NIH/3T3 ATCC, Cellonex # CCL-92

Human umbilical vein endothelial cells

(HUVECs)

Lonza # C2519A

Experimental models: Organisms/strains

Mouse: C57BL/6 Strain Charles River code: 027

Oligonucleotides

ON-TARGETplus Human PRRC2C (23215)

siRNA - SMARTpool, 10 nmol

Dharmacon # L-014078-00-0010

On-Targetplus Non-targeting siRNA #1,

20 nM

Dharmacon # D-001810-01-05

human GAPDH forward sequence

GTCAAGGCTGAGAACGGGAA

This manuscript N/A

human GAPDH reverse sequence

TGGACTCCACGACGTACTCA

This manuscript N/A

human PRRC2C forward sequence

GAAGCAGTTCCAGTCAGCC

This manuscript N/A

human PRRC2C reverse sequence

GTTGCGTGGACTGAAGAACC

This manuscript N/A

Gapdh probes - 24-48 20-mers, each

20-mer containing a mdC(TEG-Amino) 3’

modification used to conjugate an NHS-

ester ATTO-565 fluorescent dye (ATTO-

TEC) to the probe

Biosearch Technologies N/A

Arhgdia probes - 24-48 20-mers, each

20-mer containing a mdC(TEG-Amino) 3’

modification used to conjugate an NHS-

ester ATTO-565 fluorescent dye (ATTO-

TEC) to the probe

Biosearch Technologies N/A

b-Actin probes - 24-48 20-mers, each 20-

mer containing a mdC(TEG-Amino) 3’

modification used to conjugate an NHS-

ester ATTO-565 fluorescent dye (ATTO-

TEC) to the probe

Biosearch Technologies N/A

Rab13 probes - 24-48 20-mers, each

20-mer containing a mdC(TEG-Amino) 3’

modification used to conjugate an NHS-

ester ATTO-565 fluorescent dye (ATTO-

TEC) to the probe

Biosearch Technologies N/A

(Continued on next page)
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RESOURCE AVAILABILITY

Lead contact
Further information and requests for resources should be directed to and will be fulfilled by the lead contact, Musa M. Mhlanga

(belenus@mhlangalalab.org).

Materials availability
This study did not generate new unique reagents.

EXPERIMENTAL MODEL AND SUBJECT DETAILS

Cell culture and medium
NIH/3T3cells (mousefibroblast sarcomacell line)werepurchased fromATCC,Cellonexandwerecultured inDMEM-F12 (ThermoFisher

Scientific -Gibco, # 11054001) supplementedwith 10% fetal bovine serum (Biochrom, # S0613). Human umbilical vein endothelial cells

(HUVECs)werepurchased fromLonza,andcultured inEGM-2Bulletkit (Lonza,#CC-316) supplementedwith1%penicillin/streptomycin

(Gibco, # 15140122). Primary muscle cells were isolated from newborn mice and differentiated as described in Pimentel et al., 2017.

METHOD DETAILS

Cell culture and treatments
NIH/3T3 cells were grown at 37�C to 100 % confluence in DMEM/F12 medium supplemented with 10 % FBS in a humidified atmo-

sphere containing 5 % CO2. Prior to micropatterning cells were serum-starved for 16 hr in DMEM/F12. For disruption of microtubule

Continued

REAGENT or RESOURCE SOURCE IDENTIFIER

Pkp4 probes - 24-48 20-mers, each 20-mer

containing a mdC(TEG-Amino) 3’

modification used to conjugate an NHS-

ester ATTO-565 fluorescent dye (ATTO-

TEC) to the probe

Biosearch Technologies N/A

Pard3 probes - 24-48 20-mers, each

20-mer containing a mdC(TEG-Amino) 3’

modification used to conjugate an NHS-

ester ATTO-565 fluorescent dye (ATTO-

TEC) to the probe

Biosearch Technologies N/A

Deposited data

HDF5 data files of primary and secondary

image descriptors for FISH Micropatterned

images, CHX, CytoD, Nocodazole,

PRRC2C and Muscle data

http://dypfish.org/ https://doi.org/10.5281/zenodo.5155127

Software and algorithms

Chemotaxis and Migration Tool Chemotaxis and Migration Tool (https://

ibidi.com/chemotaxis-analysis/

171-chemotaxis-and-migration-tool.html)

N/A

FiJi/ImageJ (2.0.0) Schindelin et al., 2012 N/A

GraphPad Prism GraphPad Prism (https://graphpad.com) N/A

MATLAB - polarity analysis script to

calculate the Polarity Index (PI)

Carvalho et al., 2019 N/A

ICY and mManager de Chaumont et al., 2012

https://icy.bioimageanalysis.org

Edelstein et al., 2014

https://doi.org/10.14440/jbm.2014.36

N/A

SV Control software Optical Biosystems N/A

HDF5 The HDF Group, Hierarchical data format

version 5, 2000-2010, http://www.

hdfgroup.org/HDF5

N/A

DypFISH code https://github.com/cbib/dypfish https://doi.org/10.5281/zenodo.5153514
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polymerization, nocodazole (Sigma) was added to a final concentration of 50 ng/ml to the medium, post removal of unattached cells

and incubated for 3/5 hours before fixation of cells. Cytochalasin D (Sigma) was added to a final concentration of 1 mg/ml to the

medium post removal of unattached cells and incubated for 1 h before fixation of cells. Cycloheximide (Sigma) was added to a final

concentration of 10 mg/ml 24 h prior to seeding on micropatterns, as well as post washes of unattached cells, following standard

practice. HUVECs were cultured following the manufacturer’s guidelines with complete medium EGM-2 Bulletkit (CC-3162, Lonza)

supplemented with 1% penicillin/streptomycin (#15140122, Gibco). HUVECs were transfected with 25 nM of siRNA using the

DharmaFECT one reagent (Dharmacon, GE Healthcare) and following the Dharmacon siRNA Transfection Protocol. L-014078-00-

0010 ON-TARGETplus Human PRRC2C (23215) siRNA - SMARTpool, 10 nmol and D-001810-01-05 On-Targetplus Non-targeting

siRNA #1 (Dharmacon), 20 nM.

RNA isolation and analysis
RNA extraction from HUVECs was performed using RNeasy Mini Kit (Qiagen) as described by the manufacturer’s protocol,

followed by cDNA synthesis (Superscript IV First-Strand Synthesis System, Invitrogen) and subsequent quantitative real-time

PCR (RT-qPCR). The following primers were used: human GAPDH forward sequence GTCAAGGCTGAGAACGGGAA and reverse

sequence TGGACTCCACGACGTACTCA, human PRRC2C forward sequence GAAGCAGTTCCAGTCAGCC and reverse sequence

GTTGCGTGGACTGAAGAACC, mouse PRRC2C forward sequence GAAGCAGTTCCAGTCAGCC and reverse sequence

GTTGCGTGGACTGAAGAACC.

Cell micropatterning
Micropattern production was performed as previously described (Azioune et al., 2009). Briefly, glass coverslips were exposed to

deep UV light using a UVO Cleaner (Jelight Company) for 5 mins. Cleaned coverslips were incubated with 0.1 mg/ml PLL-g-PEG

(Surface Solutions) in 10 mM HEPES, pH 7.4 at RT for 1 hr. They were then rinsed once in PBS followed by one rinse in MilliQ water.

The pegylated glass coverslips were then placed on a custom designed chromium photomask (Delta mask) (containing the desired

micropatterns) and exposed to deep UV light for 5 mins. The patterned glass coverslips were then incubated with a fibronectin/fibrin-

ogen-Alexa Fluor488 mixture (Life Technologies) in 100 mM NaHCO3, pH 8.5, at RT for 1 hr. The coverslips were then rinsed in PBS

and used immediately for cell seeding. Serum-starved NIH/3T3 cells were seeded on the micropatterned surfaces at a density of

10,000 cells/cm2. After 30 mins, unattached cells were removed by gentle aspiration and replacement of the medium to DMEM/

F12 medium supplemented with 10% FBS, which induced polarization of cells. Attached micropatterned cells were incubated at

37�C for 2 to 7 hours.

RNA probes and reagents
Design and manufacture of RNA FISH probes for use in the single molecule FISH method were performed according to the protocol

by (Raj et al., 2008). Multiple 20-mer oligonucleotide probes targeting the following mRNAs: Gapdh, Arhgdia, b-Actin, Rab13, Pkp4

and Pard3 were purchased (Biosearch Technologies). Each 20-mer contains a mdC(TEG-Amino) 3’ modification used to conjugate

an NHS-ester ATTO-565 fluorescent dye (ATTO-TEC) to the probe. In brief, concentrated oligonucleotide probes were resuspended

in 0.1 M Sodium tetraborate (Sigma) and mixed with resuspended 0.25 mg of the NHS-ester dye and incubated overnight at 37�C.
This was followed by ethanol precipitation of the probes and purification by reverse phase HPLC on a XBRIDGETMOST C18 column

to enrich for dye conjugated probes.

Immuno-RNA FISH staining
For experiments utilizing the Gapdh, Arhgdia, b-Actin RNA probes: micropatterned NIH/3T3 cells were fixed in 3.7 % formaldehyde

for 10 min at 37�C followed by washes in PBS and overnight permeabilization in 70% ethanol at 4�C. For experiments utilizing the

Rab13, Pkp4, Pard3 RNA probes: micropatterned NIH/3T3 cells were fixed in pre-chilled methanol for 10 min, followed immediately

by RNA FISH. The single molecule FISH method was modified from (Raj et al., 2008) to include immunofluorescence staining to

detect the microtubule cytoskeleton. Cells were rehydrated in wash buffer (10 % formaldehyde, 2X SSC) for 5 min. Hybridization

was conducted overnight in a humidified chamber at 37�C in Hyb buffer (10 % dextran sulfate, 1 mg/ml E.coli tRNA, 2mM Vanadyl

ribonucleoside complex, 0.02 % RNAse-free BSA, 10 % formamide, 2X SSC) combined with 50 ng of the desired RNA probe along

with primary antibody - rat monoclonal anti-tubulin antibody (Abcam). Cells were then washed 2X (30 min at room temperature) with

antibody wash buffer (10% formaldehyde, 2X SSC, anti-rat secondary antibody conjugated to Alexa Fluor 647 (Abcam)) followed by

1X wash with wash buffer. Cells were then incubated in equilibration buffer (0.4 % glucose, 2X SSC) for 5 mins and counter stained

with 1 mg/ml DAPI (4’,6-diamidino-2-phenylindole; Life Technologies). Coverslips were mounted in imaging buffer (3.7 mg/ml glucose

oxidase and 1U catalase in equilibration buffer) and imaged.

Immunofluorescence staining
Micropatterned cells were fixed in 3.7% formaldehyde for 10 min at 37�C, then washed with PBS followed by overnight incubation in

70 % ethanol at 4�C. The cells were then washed with FBS followed by permeabilization for 10 min in 0.25 % Triton-X at room tem-

perature. Following this, the cells were washed thrice with PBS for 5 min each and incubated in blocking buffer (0.2 % BSA/PBS) for

30 min at room temperature. The cells were then incubated in the desired primary antibody solution (diluted in PBS) along with rat
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monoclonal anti-tubulin antibody (Abcam) to detect the microtubule cytoskeleton for 1 hr at room temperature. RhoGDIɑ, Par3,
b-Actin and Gapdh proteins were detected using rabbit polyclonal anti-Arhgdia (Santa Cruz), rabbit polyclonal anti-Pard3 (Abcam),

mouse monoclonal b-Actin (Santa Cruz) and mouse monoclonal anti-Gapdh (Santa Cruz) respectively. Cells were then washed 3X

with PBS following incubation with corresponding anti-rabbit secondary antibody conjugated to ATTO 550 (Rockland) together with

anti-rat secondary antibody conjugated to Alexa Fluor 647 (Abcam) for 1 hr at room temperature. A further 3X wash with PBS was

conducted followed by incubation in equilibration buffer (0.4 % glucose, 2X SSC) for 5 mins and counter stained with 1 mg/ml

DAPI (4’,6-diamidino-2-phenylindole; Life Technologies). Coverslips were mounted in imaging buffer (3.7 mg/ml glucose oxidase

and 1U catalase in equilibration buffer) and imaged. For immunofluorescence in HUVECs, cells were fixed using 1% Paraformalde-

hyde (PFA) supplemented with 1 MMgCl2 and 1 M CaCl2 (1 ml/2 ml). Blocking and permealization was made with 3% BSA in PBS-T

(PBS with 0.1 % Triton X-100). Primary antibody - mouse anti-GM130 (BD Biosciences) was diluted in blocking solution and incu-

bated for 2 h. Secondary antibody donkey anti-mouse Alexa488 (Thermo Fisher Scientific) was diluted in the blocking solution

[3% BSA in PBS-T (PBS with 0.1 % Triton X-100)] and incubated for 1 h. For nucleus staining, HUVECs were incubated with 1x

DAPI and then coverslips were mounted on microscopy glass slides using Mowiol DABCO (Sigma-Aldrich).

Polarity and migration assays
To calculate axial cell polarity and analyze cell migration, scratch-wound assays were performed. The wound was created on the

surface of a 12-well-plate for cell migration assessment and on a microscopy glass-slide for axial polarity measurements with a

200 mL pipette tip. HUVECs migration was followed for 16 hours, individual cells were tracked and migration behavior, directness

and cell velocity, were analyzed using the FIJI TrackMate plug in and the Chemotaxis and Migration Tool (free software from Ibidi).

Tile-scan images of cells stained for Golgi (GM130) and nucleus (DAPI) were imported and analyzed in MATLAB using a polarity anal-

ysis script in order to calculate the Polarity Index (PI). PI shows the orientation strength of the cell monolayer and it varies from 0 to +1,

where 0 corresponds to random localization of the Golgi and +1 corresponds to same directionality of the Golgi in all.

Image acquisition
Most samples were imaged on a custom built spinning disk confocal Revolution XD system (Andor) comprising of a Zeiss Axio Ob-

server.Z1 microscope with a 63X Plan-Apochromat objective (numerical aperture 1.4) and a cooled EMCCD camera (Andor iXon

897). Z-dimension positioning and control was accomplished by a piezoelectric motor (NanoScanZ, Prior Scientific). Images were

captured using a custom developed algorithm based on ICY and mManager that allowed autonomous image acquisition (Figure S1A).

In brief, the position of the micropatterns on the micropatterned surface were determined autonomously using the grid detection,

alignment and calibration algorithm. This was then followed by sequential autonomous stepping through the micropatterned grid

to determine the presence of a cell on the micropattern. If a single cell was detected on the micropattern surface by the algorithm

then a z-dimension series of images was captured every 0.3 mm in four different fluorescence channels using emission filters for

DAPI (DNA), Alexa Fluor 488 (micropatterns), ATTO 565 (mRNA/protein) and Alexa Fluor 647 (tubulin) and exposure times of

10 ms, 350 ms, 1 s (mRNA) or 500 ms (protein) and 350 ms respectively. A few samples were imaged on a custom built Nikon Ti

Eclipsewidefield TIRFmicroscope using a 100XN.A. 1.49 Nikon Apochromat TIRF oil immersion objective and equivalent fluorescent

channels as above, followed by processing using an automated background noise subtraction algorithm using ImageJ (Abràmoff

et al., 2004). Samples were also imaged on a StellarVision microscope using Synthetic Aperture Optics technology (Optical Bio-

systems) and processed to obtain stacked single cell images for analysis. These are listed in the relevant supplementary tables.

All images acquired on the Zeiss Axio Observer.Z1 microscope were 512x512 pixels in size, whereas the ones acquired on the Stel-

larVision were 251x251 pixels. See Tables of image acquisition characteristics for image counts.

Materials
Imageswere acquired forArhgdia,Gapdh, b-Actin,Pard3,Pkp4, andRab13 genes. Tables of image acquisition characteristics below

recapitulate acquisition conditions, techniques and number of acquired images in each series of FISH and IF data.

The following table recapitulates all the image acquisition series characteristics and numbers for mouse fibroblast cells grown in

micropatterned and standard cultures (indicated by *).

Gene Molecular species Technique Time point (number of images)

Arhgdia* mRNA FISH 1 h (76); 3 h (24)

Arhgdia (control) mRNA FISH 2 h (59); 3 h (45); 4 h (52); 5 h (48)

Arhgdia (control) protein IF 2 h (31); 3 h (14); 5 h (61); 7 h (21)

b-Actin mRNA FISH 2 h (41); 3 h (42); 4 h (28); 5 h (29)

b-Actin protein IF 2 h (9); 3 h (19); 5 h (17); 7 h (24)

Gapdh mRNA FISH 2 h (58); 3 h (62); 4 h (50); 5 h (43)

Gapdh protein IF 2 h (27); 3 h (31); 5 h (21); 7 h (21)

(Continued on next page)
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Image acquisition series characteristics and numbers for mouse fibroblast cells grown in micropatterned cultures in control and

drug-disrupted conditions for the CytoD experiment are detailed in the following table.

Below are listed the image acquisition series characteristics and numbers for mouse fibroblast cells grown in micropatterned cul-

tures in control and drug-disrupted conditions for the nocodazole experiment.

All image acquisition series characteristics and numbers for mouse fibroblast cells grown in micropatterned cultures in control and

drug-disrupted conditions for the CHX experiment are presented in the following table.

Continued

Gene Molecular species Technique Time point (number of images)

Pard3 (control) mRNA FISH 2 h (25); 3 h (13); 4 h (15); 5 h (12)

Pard3 (control) protein IF 2 h (25); 3 h (20); 5 h (9); 7 h (26)

Pkp4 mRNA FISH 2 h (17); 3 h (32); 4 h (11); 5 h (26)

Rab13 mRNA FISH 2 h (16); 3 h (13); 4 h (22); 5 h (8)

Table describing Image acquisition characteristics for micropatterned and cultured cells.

Gene (condition) Molecular species Technique Time point (number of images)

Arhgdia (Control) mRNA FISH 1 h 15 (19)

Arhgdia (Control) Protein IF 1 h 15 (19)

Arhgdia (CytoD) mRNA FISH 1 h 15 (22)

Arhgdia (CytoD) protein IF 1 h 15 (25)

Pard3 (Control) protein IF 1 h 15 (24)

Pard3 (CytoD) protein IF 1 h 15 (20)

Table describing the image acquisition characteristics for the CytoD experiments.

Gene (condition) Molecular species Technique Time point (number of images)

Arhgdia (control) mRNA FISH 2 h (59); 3 h (45); 4 h (52); 5 h (50)

Arhgdia (control) protein IF 2 h (31); 3 h (14); 5 h (61); 7 h (21)

Arhgdia ( nocodazole) mRNA FISH 3 h (41); 5 h (32)

Arhgdia ( nocodazole) protein IF 3 h (20); 5 h (20)

Pard3 (control) mRNA FISH 2 h (29); 3 h (13); 4 h (15); 5 h (12)

Pard3 (control) protein IF 2 h (25); 3 h (20); 5 h (9); 7 h (26)

Pard3 (nocodazole) mRNA FISH 3 h (25); 5 h (21)

Pard3 (nocodazole) protein IF 3 h (14); 5 h (22)

Table describing the image acquisition characteristics for the Nocodazole experiments.

Gene (condition) Molecular species Technique Time point (number of images)

Arhgdia (Supp. control) mRNA FISH 2 h (19); 3 h (11); 5 h (11)

Arhgdia (Supp. control) protein IF 2 h (34); 3 h (25); 5 h (26)

Arhgdia (CHX) mRNA FISH 2h (5); 3h (2); 5h (4)

Arhgdia (CHX) protein IF 2h (16); 3h (16); 5h (16)

Pard3 (Supp. control) mRNA FISH 2h (15); 3h (12)

Pard3 (Supp. control) protein IF 2h (34); 3h (24); 5h (18)

Pard3 (CHX) mRNA FISH 2h (5); 3h (4); 5h (3)

Pard3 (CHX) protein IF 2h (10); 3h (12); 5h (3)

Table describing the image acquisition characteristics for the CHX experiments.
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The following table recapitulates the image acquisition series characteristics and numbers for mouse fibroblast cells grown in mi-

cropatterned cultures in control and siRNA conditions for the PRRC2C experiment.

Myofibers were differentiated and fixed as previously described (Pimentel et al., 2017; Roman et al., 2017).

Images were acquired for Actn2 and Gapdh genes. Acquisition conditions, techniques and number of acquired images in each

series are recapitulated in the following table.

In all of our experiments, we stained different cellular elements acquired at the same time as the FISH and IF signals, with different

staining as detailed in the Feature staining table.

Images were acquired in the TIFF format. Our image processing pipeline transformed images into an HDF5 file (downloadable from

the website www.dypfish.org).

QUANTIFICATION AND STATISTICAL ANALYSIS

All computational analysis performed in the DypFISH project and described below were implemented in Python.

Primary image descriptors
Given the TIFF files, we first computed primary image descriptors for each image and stored them in an HDF5 file for each acquisition

series.

MTOC and nucleus centroid

FISH and IF images were manually annotated using the g-Tubulin signal to obtain the coordinates ðx; yÞ of the MTOC. The nucleus

centroid was computed as the geometric center of the nucleus mask (see below).

Cell, nucleus and cytoplasm masks

Cell and nucleus masks were computed for all images (FISH and IF) using g-Tubulin and DAPI signals, respectively.

For each image we obtained the maximum projection of the g-Tubulin stained z-stack. A vignetting correction is further applied to

each resulting image individually by performing a pixel wise multiplication between each pixel value and the vignetting function. The

detected cells being in the microscope’s focus, we assumed the optical center to be the center of the image and the intensity fall-off

to be radially symmetric and the vignetting function is defined for each pixel x; yas e�d = ½ðw=2Þ2�ðh=2Þ2 �; where d =

ðx �w=3Þ2 + ðy � h=2Þ2and wand hare the image’s width and height, respectively. For contrast enhancement we performed histo-

gram stretching by applying a linear normalization in order to stretch the interval of the intensities to the ½0; 255�interval.
Cell Mask was detected from the g-Tubulin channel. We applied a local entropy filter to each pixel i as follows: eðiÞ = �P

j˛Ni

pj log2pj, where pj is the proportion of pixels in the neighborhood Ni having the same intensity as pixel j. The neighborhood

Gene Molecular species Technique Time point (number of images)

Arhgdia (PRRC2C) mRNA FISH PRRC2C (20); Control (38)

Arhgdia (PRRC2C) protein IF PRRC2C (36); Control (46)

Table describing the image acquisition characteristics for the PRRC2C experiments.

Gene Element Technique Number of images

Actn2 Phalloidin mature fibers FISH / IF 12

Actn2 Phalloidin immature fibers FISH / IF 8

Gapdh Phalloidin mature fibers FISH / IF 14

Table describing the image acquisition characteristics for muscle cells.

Feature Staining

DNA DAPI - 358⁄461

Micropatterns (only for micropatterned

cells)

Fibrinogen - Alexa Fluor 488

Tubulin Alexa Fluor 647

Table showing the summary of labeled cellular markers in the same images as the FISH and IF signals.
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size was set to303 30. For certain noisy image series we further applied a percentile thresholding to the resulting entropy histogram.

As a last step, we performed Canny edge detection, which detected edges by applying Sobel operators to the smoothed image, fol-

lowed by hysteresis. However, the resulting edgeswere usually non-contiguous due to aweak g-Tubulin signal or a high rate of noise.

Thus, we successively applied mathematical morphological operators, such as dilation and closing, followed by erosion convention-

ally used to fill small gaps.

As the result we obtained a contiguous contour to which we applied the marching squares algorithm in order to obtain a 2D cellular

segmentation mask, Mcellðx;yÞ, which is 1 for the cellular region and 0 otherwise.

Nucleusmask procedurewas very similar using theDAPI signal and yieldingMnucleusðx;yÞ, except that the local entropy filter was in

most instances replaced by an Otsu filter, depending on the quality of the DAPI signal. Mathematical morphology algorithms were

applied to neighborhoods ranging from 16316 to 20320 depending on the image acquisition characteristics.

Binary cellular and nucleus masks above were used to define a binary cytoplasm mask of the cell, Mcytoplasmðx; yÞ =
Mcellðx; yÞ^:Mnucleusðx; yÞ
Zero level

An acquired image stack might contain irrelevant slices because the focal field of themicroscope is outside the cell (above or below).

To determine which slice contained the bottom of the cell and had to be considered as the first relevant bottom slice of the stack, we

defined the zero level descriptor corresponding to the index of the slice having the maximum summed g-Tubulin intensity. This zero

level reference z-slice was used in further analysis such as e.g. the height-map computation or the degree of clustering.

Height-map and cell volume

The height-map was built by segmenting each z-slice of a stacked image, which generated the 3D segmentation of the cell. It was

performed for all FISH and IF images using the g-Tubulin signal. Given a z-slice above the zero level we applied the cell mask detec-

tion procedure previously described, which defined a z-slice mask Mzðx;yÞ with values corresponding to the height of the slice (zÞ
within the mask and 0 outside. This set of slice masks defined the 3D representation, called height-map and denoted hðx; yÞ where

the value at each coordinate ðx; yÞ is the maximum over all slice masks, maxzðMzðx;yÞÞ.
Based on the height-map we defined the cell volumeV =

Pn
z=1Mzðx; yÞ as the sum of volumes of all pixels within the height-map,

where for each pixel p˛Mzðx;yÞ, its volume isvðpÞ = ð1O9:75mmÞ2 3 0:3mm, where 9:75 mm is a size coefficient between pixel in

mm, and 0:3 mmis the height of the slice (Specific constants are dependent on the microscope and camera settings).

Protein intensities

Protein signal was computed for each immunofluorescence (IF) image as the sum of intensities across all z-slices and denoted as

Iðx; yÞ.
mRNA spot detection

To detect transcript positions from FISH data we used the ICY spot detector (Olivo-Marin, 2002). For images havingmaxðzÞ% 12 we

used the following parameters: 2D wavelets and sensitivity 70 at pixel-scale 2; otherwise the parameters were set to: 1 pixel and 2

pixel length-scales with sensitivity 80. These parameters have been adapted for the detection of transcripts in the PRRC2C analysis,

the sensitivity has been set to 50 at pixel-scale 2 when the images havemaxðzÞ%12; otherwise we used the 2Dwavelets and a sensi-

tivity of 70 at the pixel-scale 2.

For cultured cells, as well as for CytoD micropatterned cell series, we have applied a custom-developed spot detection script

(these images present a very high noise content preventing efficient use of ICY). First, we applied a background noise subtraction

by using Sobel and Gaussian filters, successively. Second, we applied the white top-hat filter in order to enhance bright objects

of interest (potential mRNA spots) on a dark background. Finally, we used the Laplacian of Gaussians filter for mRNA spot detection.

Furthermore, for the 3D analyses spots detected below the zero level were eliminated. Cells with less than 10 spots and 100 for the

PRRC2C data (due to acquisition noise in cytoplasm) were eliminated.

Secondary image descriptors
Based on the primary image descriptors we computed secondary descriptors that corresponded to per image statistics.

Cytoplasmic total counts

Let us denoteM the set of all mRNA spots for a given FISH image, jMj = N. The cytoplasmic total mRNA descriptor was calculated as

the number of transcripts within Mcytoplasm; that is TmRNA =
��fm ˛M

��Mcytoplasmðx;yÞ = 1g��. The cytoplasmic total IF intensity is the

summed IF intensity across the Mcytoplasmregion for protein images: TIF =
PfIðx;yÞ ��Mcytoplasmðx;yÞ = 1g.

Peripheral distance map

For a given image, the peripheral distance map corresponds to a collection of peripheral masks based on Mcytoplasmðx;yÞ, where the

width of the periphery varies as a proportion of the cytoplasmic radial distance. We segmentedMcytoplasmðx; yÞ into 100 isolines from

the nucleus contour to the periphery by projecting a ray from the nucleus centroid to the cell border, which was then segmented in

100 equidistant points. The 100 isolines were then built by constructing polygons that connect 360 points (one ray per degree). These

isolines define a symbolic distance map D, where Dðx; yÞ is the isobar value for ðx; yÞ corresponding to the ‘‘distance’’ from the nu-

cleus envelope, with 100 at the nucleus and 0 at the cell edge. Given a fixed percent p between 0 and 100, the maskMperipheryðx; y;pÞ
is 1 for Dðx; yÞ<p and 0 otherwise. Hence, the periphery mask for a given p contains a strip at the cell edge whose width is a fixed-

proportion of the radial distance. Thus defined peripheral distancemap allows to compute in 3D peripheral volumes Vperiphery = ðViÞ at
each isoline and consequently distances from any voxel to either cell periphery or nucleus wall in 3D.
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Cell quantization

In order to compute localisation statistics over multiple micropatterned images, compatibility of these images is required. We have

chosen the MTOC position to be the reference point for the 2D cell geometry.

2D quantization: quadrants and per quadrant statistics. As shown on the schematic in Figures 4A and 4B, given a cell mask

Mcellðx;yÞ, we generate the tessellation of the image by centering two orthogonal axes at the nucleus centroid and rotating them

over 360 degrees, each position of these axes defining a partition of the cell mask into four quadrants, one of them containing the

MTOC, QM. We retained the orientation that maximizes the mRNA count within a quadrant containing the MTOC, that is

maxdðTmRNA =
��fm ˛M

��Mcytoplasmðx;yÞ = 1 ^ QMðx;yÞ = 1g��Þ; d˛½0;359�. The resulting four quadrants Q1; Q2; Q3; Q4 are

numbered so that Q1 always corresponds to QMand the remaining three quadrants are numbered in a clockwise fashion.

For protein intensities, quadrants are defined in a similar fashion using TIF . Definition of cell mask partitioning in quadrants

q; q2; q3; q4 enables cell’s quantization in 2D in terms of per quadrant statistics of mRNA and protein signal. Quadrants’ respective

areas are denoted by a1;a2;a3;a4. We denoted by ti the total number of mRNA spots falling in qi in the case of FISH data, or the

summed intensity across qi in the case of IF data.

Then the local mRNA density was computed as the relative concentration ci of mRNA in quadrant i and is defined to be ci =
ti=ai

TmRNA=A
,

where A is the cell mask area. In the case of protein signal we replaced TmRNA by TIF .

Fine-grained quantization. In the same fashion as for the peripheral distancemapwe defined an additional subdivision of the cellular

mask in isolines, their number being defined by the percent p. Given the previously defined quadrants, we further subdivided each of

them in 2, yielding the tessellation in 8 parts that divide the circle in 45 degree sectors. Using the isolines and the 8 sectors we

quantized the cell masks into 8 3 p segments organized in a concentric fashion starting from the nucleus towards the cell periphery

(see the schematic in Figure 5A). Quantization for thus obtained segments was computed in the same fashion as for quadrants,

resulting in a 8 3 p vectors of per segment signal concentration statistics for each cell, that we denoted C = ðciÞ.
3D quantization: 3D quadrants and per quadrant statistics. Cell mask’s tessellation into quadrants as defined in II.3.A (axes position)

is projected onto each z-slice, thus yielding the cell’s partition into four 3D quadrants Q1; Q2; Q3; Q4, their respective volumes being

denoted by v1;v2;v3;v4. The volume of each quadrant is calculated as the sumof volumes of pixels within it using the same coefficients

as for the cell volume.

We denoted by ti the total number of mRNA spots falling in Qi in the case of FISH data, or the summed intensity across Qi in the

case of IF data.

Then the relative concentration ci of mRNA in quadrant Qi is defined to beci =
ti=vi

TmRNA=V
: In the case of protein signal TmRNAis

replaced by TIF .

In the same fashion as for 2D, we computed fine-grained quantization statistics in 3D. Specifically, signal densities (mRNA or pro-

tein) were computed for 8 quadrants and each 1/3 of isolines, that is for 8 3 3 volumic segments, yielding signal concentration per

volumic region vectors for each cell, that we denoted C = ðciÞ. Notice that these vectors can be aligned between cells since all the

quadrants are anchored by the MTOC position.

Statistical analysis
Primary and secondary image descriptors were used to compute statistics for image acquisition series and to compare them.

Peripheral fraction and enrichment

Based on the cytoplasmmasks, we calculated the peripheral fraction ofmRNA and proteins at a given percent p of the radial distance

between the cell periphery and the cytoplasm. First, the peripheral density is defined as the ratio of the transcript counts (respectively,

summed IF intensities) across theMperipheryðx; y;pÞ and volumes ofMcytoplasmregions. First thanks to the distance map D we define a

vector C = ðc1; :::; c100Þ containing the counts of mRNAs (resp., summed intensities) at distances smaller or equal to i ˛ ½0; :::;100�
from the cell edge. This count vector C is divided by values of corresponding peripheral volumes Vperipheryto obtain spot (or protein)

densities in concentric regions from the periphery to each isoline ðci=ViÞ. These local peripheral densities are further normalized by

the total density of the cytoplasm dcytoplasm = N=Vcytoplasm, resulting in a vector of relative densities for all regions from the periphery

F =

 
ci=V

i

dcytoplasm

!
. The mRNA (resp., protein) fractions for each gene and for each isobar were defined as vector of median relative den-

sities over all FISH images for this gene over all time points.

Volume corrected noise measure

We have measured the cell-to-cell expression variability in mRNA levels that cannot be accounted for by cell-to-cell differences in

volume by computing the volume corrected noise measure Nm for micropatterned and standardly cultured cells. It was calculated

following the approach of a previous study (Padovan-Merhar et al., 2015):

Nm =
� sN

EðNÞ
�2

�
�

b3EðVÞ
a+b3EðVÞ

��
Covðm;VÞ
EðmÞ EðVÞ

�
where N is the total mRNA count,V is the cell volume, a; b are the offset and slope of the least-squares best-fit linear regression of

EðNÞ on V, and s; E and Cov are the notations for standard deviation, expectation and covariance, respectively.
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Cytoplasmic spread

Cytoplasmic spread is measured by two statistical parameters that estimate how evenly a molecule is spread across the cell: cyto-

plasmic centrality and cytoplasmic entropy. The centrality statistics formRNAs corresponds to the average distance from the nucleus

envelope of cytoplasmic mRNAs, normalised by the maximal distance from the nucleus (corresponding to the number of isolines

used to compute the distance map D). For the protein intensities, computation is the same but for peaks of intensity that are

above the average. The higher the value, the closer to the periphery of the cell is the signal (mRNA or protein) distribution, value

of 1 corresponding to 100% of the signal being at the periphery. The uniformity of the spread of molecule distributions in the cyto-

plasm is measured by computing Kozachenko-Leonenko entropy estimates H of a spatial random variable in 2D or in 3D based on

the kth-nearest neighbour distances between mRNA (intensity peaks, respectively) coordinates following [Kozachenko and Leo-

nenko, 1987]. Entropy is a unitless measure, to make the results comparable all the values are normalised by the maxðHÞacross
all cells.

MTOC polarity index

We defined a polarity index PIM˛½ � 1;1�, termed theMTOC polarity index, that measures the enrichment of mRNA or protein signal

for a given image acquisition series in the vicinity of the MTOC location.

For the set S of images from an acquisition series under study, we denoted by SM = fSig and S:M = fSjg the sets of all MTOC con-

taining quadrants and quadrants that do not contain the MTOC, respectively. Intuitively, the MTOC polarity index measures how

frequently the relative concentration within the MTOC quadrants is higher than in the non-MTOC quadrants. Formally it is defined

as follows:

PIM =
2 jf Si j ci > m gj

j S j � 1;

where m is the median of relative signal concentrations cj for quadrants in S:M.
Positive values of PIM imply MTOC correlated enrichment of RNA transcripts or proteins, negative values imply enrichment away

from the MTOC and a value of zero implies no detectable enrichment.

Statistical relevance of PIM is measured using the null hypothesis that ci; ci = m, which corresponds to the complete spatial

randomness. Under this hypothesis the population value ofPIMis 0. However, we have shown in (Warrell et al., 2016) that the empirical

distribution of PIMfollows the binomial distribution asymptotically. Thus, the binomial test was used to evaluate the statistical rele-

vance of PIMfor a given set of images.

mRNA / protein distribution profile

In order to define a spatial distribution profile of mRNAs and proteins for images acquired at a given time point, we used the fine-

grained quantization of the cells (see paragraphs IV.4.B and IV.4.C). A single vector was computed at each time point by averaging

across the pool of acquired images, hence estimating its expected value at that time point. Recall, that for each cell we computed a

vector C= ðciÞ of per segment signal (mRNA or protein) concentration statistics and that these vectors are comparable. Then for a

given time point we computed a median spatial profile �C= ð �ciÞ representative of this time point by averaging per segment all Ci

for this acquisition series.

Colocalization score

The goal of this analysis is to measure the interdependence between the mRNA and protein spatial distributions. To do this, we

defined the Colocalization Score (CS) as an effect size computed based on correlations between mRNA and protein spatial distribu-

tions for image acquisitions that we applied for several sets of time points: those where protein acquisition time is greater that mRNA

acquisition time and the others. Colocalization Score for a given mRNA-protein pair is calculated based on mRNA and protein dis-

tribution descriptor vectors �CmRNA and �CP and takes values between 0 and 1.

Notice that CS can be calculated for any measure of correlation between mRNA and protein distributions, which allowed us to

examine the interdependence of a molecule’s dynamics within specifically defined subcellular regions and at different time points.

More formally, we supposed a 2-measure discrete time process F, containing observations
�
fti

�
and ðjtj Þat time points T1 = ftig

and T2 = ftjg, respectively. Then, the (empirical) Colocalization Score is defined for pairs of data S =
	ðftiÞ3�jtj

� 

at time points T1

and T2 using a similarity function g and the Vargha and Delaney’s A12 statistics [Vargha and Delaney, 2000], a measure of stochastic

superiority when comparing two distributions (generalized effect size):

A12 = Pða > bÞ + 0:5Pða = bÞ
where a and b are the rank-sums a =

P
t1 ; t2

rg0
��
ft1 ;jt2

��
; t1 < t2and b =

P
t1 ; t2

rg0
��
ft1 ;jt2

��
; t1 > t2, respectively and where rg is the

rank of the tuple where the order is given by the g function. This g function is the similarity between pairs of observations is computed

as g
0��

t1;t2
��

/gð bE ½s�ft1

��; bE ½sðjt2 Þ �Þ. The ‘forward-leading’ setS1 is defined asS1 = fðt1;t2Þ ˛T1 3 T2 j t1 <t2g, and its complement

S2 contains all pairs of time-points such that t1Rt2. Thus, A12 can be understood as the effect size between the rank-sum of the sim-

ilarities g0ðt1;t2Þ across all ‘forward-leading’ time point pairs versus the rank-sum of the similarities g0ðt1;t2Þ across all the other time-

points. Notice that A12 statistics lies in the ½0; 1� interval.
In practice, for the analysis of mRNA / protein colocalizations, we considered computing the CS for a 2-measure discrete time pro-

cesses F in which f is a point process and j a general random measure (representing mRNA locations and protein concentrations
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respectively). In the current study we used relative density distributions of mRNA at T1 = f2;3;4; 5g and proteins at T2 =

f2; 3; 5;7g(the discrete time points representing time in hours), and g is the Pearson Correlation Coefficient between two relative den-

sity distribution vectors (see ‘‘mRNA/protein distribution profile’’). We note that these distributions can be computed based on a

particular quantization of cells and can cover the whole cell (forming a global CS) or a some section of the cell (e.g. the periphery).

Notice that measuring a correlation between a local density of some mRNA in a given voxel and its protein counterpart at a later

time point is dependent on the choice of timepoints and howdynamic themolecules are. To alleviate this issue, instead of considering

isolated voxels, we consider their direct neighborhoods.

Moreover, from the rank-sum of the similarities g0ðt1; t2Þ across S1 defined previously, an exact permutation test can be derived to

calculate significance levels for a given value of A12 and a steady-state null hypothesis.

Degree of clustering (Ripley-K)

The degree of clustering statistic has been previously introduced based on the framework of point processes by (Lee et al., 2013). It is

a unitless measure that can be used to compare clustering between different molecules and conditions. In (Warrell et al., 2016) we

generalized this definition to the framework of continuous randommeasures, which allows us to calculate the degree of clustering for

both FISH and IF data, the former being modelled as point processes, and the latter modelled as a continuous-valued randommea-

sure. Our generalized algorithm for calculating the degree of clustering is summarized below. For theoretical considerations please

see (Warrell et al., 2016).

A classical tool for the point process analysis is the Ripley’s K function defined as themean number of events that occurred inside a

ball of radius r around a randomly selected event normalized by l, the number of events per unit area (Ripley, B. D. 1977). A classical

estimator of the Ripley’s K function can be defined as in (Chiu et al., 2013; Ripley 1977):

bKðrÞ = 1

l2nðwÞ
Xn
i = 1

NiðrÞ

where Ni is the number of event points (mRNA transcripts) in a ball of radius r centered on i, l is the density, n is the volume or area (in

3D and 2D, respectively) of the observed region w, and n is the number of points.

We normalized cK under a homogeneous Poisson process, which is commonly known as Ripley’s H functionbHðrÞ=
ffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffi
ð3 bKðrÞÞ=ð4pÞd

q
� r; d˛f2;3g where d is equal to 3 in the case of volume-based computation and 2 in the case of 2D.

This in turn makes it possible to define the clustering index H� as an estimator of bHðrÞ by comparing the Ripley’s H function calcu-

lated empirically to its distribution under complete spatial randomness (CSR):

cH� ðrÞ= bHðrÞ=bH95ðrÞ if bHðrÞR0

�bHðrÞ=bH5ðrÞ otherwise

where bH95ðrÞ and bH5ðrÞ are the 95th and 5th percentiles respectively of bHðrÞ.
CSR is modeled using random permutations of actual data points (100 times in our study), which enabled us to compute the 95%

and 5%confidence bounds of CSR. Spatial clustering is considered to be significant at radius r if the computed bKðrÞ is over the upper
(95%) or lower (5%) bounds of the random distribution.

In (Warrell et al., 2016) we have introduced a convolution-based cH� estimator based on the random permutation-test. This esti-

mator normalizes bHðrÞ so that jcH�ðrÞj>1 only when bHðrÞ falls outside the 95% confidence interval for a homogeneous Poisson Pro-

cess. Moreover, we have shown that our permutation test using the convolution-based estimator reduced to the clustering index

estimator used by (Lee et al., 2013) for the point process case. This enabled the implementation of a common consistent computa-

tional framework for both point and continuous processes. The degree of clustering bdðrÞ is then defined as the area of bH�
above 1, that

is bdðrÞ =
R
x˛ð0;rÞmaxð bHðxÞ � 1; 0Þdx.

Within this unified framework we can use the same computational approach for mRNA data as in (Lee et al., 2013) to compute the

degree of clustering. Below we define the specific procedure for its computation in the case of protein data.

Cells are quantized into voxels V1,., Vn where each voxel t the value of the observed quantity 4ðV1Þ;:::; 4ðVnÞ in the case of 3D anal-

ysis (or into pixels in the case of 2D). We denoted by I an array in which each element corresponded to the intensity value for each voxel.

The convolution-based estimator cKc can be computed using the following formula: cKcðrÞ= 1
l2V

R ½jxj% r �ðI �I0ÞðxÞdx �1
l
where l

is an estimate of average intensity per unit volume, ½:� is the indicator function that is 1 for a true statement and 0 otherwise, I0ðxÞ =
Ið � xÞ, � is the convolution operator, and V is the volume of the window over which the cell is observed. In practice, given the fact

that the cell thickness is quite low, we can approximate the 3D convolution by a 2D convolution.

Thuswehavea commoncomputational framework toevaluate thepresenceor absenceof clustering for bothmRNAandprotein data.

Additional methods for muscle data analysis
In this section we report adaptations of the methods presented in ‘‘primary image descriptors,’’ ‘‘secondary image descriptors,’’ and

‘‘additional methods for muscle data analysis’’ to the case of muscle cells (see the table describing the Image acquisition character-

istics for muscle cells).
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Cell and nucleus masks, nucleus centroid

Cell and nucleus masks were computed for all muscle images, using g-Tubulin and DAPI signals, respectively, using the same gen-

eral principles as in ‘‘peripheral distance map.’’ As these acquisition series benefit from a better segmentation, only Otsu threshold

method was necessary to obtain the binarized images.

After these steps, we obtained a contiguous contour with small white spots due to noise in the images. We applied mathematical

morphological operators such as dilatation and closing to get a full mask of the muscle cellMcellðx;yÞ. The nucleus maskMnucleusðx; yÞ
detection followed the exact same steps and parameters as for the micropatterned images - the nucleus centroid was computed as

the geometric center of the nucleus mask.

mRNA signal detection

mRNA spots detection was done using ICY spot detector (Olivo-Marin 2002) to find transcript positions, the parameters were set to: 1

pixel and 2 pixel length-scales with a fixed sensitivity of 80.

Z-lines’ masks

The main component of Z-lines is the Alpha actinin protein. To facilitate the analysis, we have defined an additional secondary

descriptor computed from the Phalloidin signal, called Z-lines mask MZ�linesðx;yÞ.
For each z-slice of each imagewe performed the contour detection for the Z-lines. First, we applied a vertical Sobel operator, which

detected the vertical edges of an image, followed by a Gaussian kernel to smooth artifacts of the Sobel filtering and reinforce the Z-

line signal. An Otsu binarization was then processed. As a result we obtained a set of Z-lines masks MZ�lines = fMZ�lines
z ðx; yÞg

(Figure 7).

For further analysis we restricted the cell to z-slices containing more than 25 mRNA spots (to avoid false positives due to high

noise). Notice that the spots falling in the eliminated slices were also excluded from the analysis.

We defined an additional descriptor called Z-line spacing Z that represented the median spacing between two lines. For each

z-slice at each y coordinate we computed all the distances dððxi; yÞ; ðxj; yÞÞ where xi and xj were 2 consecutive Z-lines contours.

Zwas defined as the median of all d for all acquired cells. For our data Z = 15 pixels.

Z-line mRNA distance profile

In order to evaluate the mRNA clustering in the vicinity of Z-lines, we computed the average 2D Euclidean distance of mRNA spots to

their nearest Z-line for mature and immature cells.

Using theMZ�linesðx;yÞmasks, we computed for eachmRNA spotm˛M positioned at ðx; y; zmÞ theminimal 2D Euclidean distance to

a Z-line falling within a disk of radius Z. This computation was performed within the MZ�lines
z ðx; yÞ z-mask such that z = zm. If m fall

withinMZ�lines
z ðx;yÞ, then the minimal distance was set to 0. Thus for each image we obtained a D= fdg; jDj=N the set of all minimal

distances between mRNA and Z-lines. In turn this allowed us to define for each image a count vector d= ðdiÞ of size Z where di is the

number of mRNA spots at each distance d = i; d%Z normalized by N.

For a given image acquisition we defined its Z-line mRNA distance profile to be �d = ð�diÞ, where �di is the median of all di (Figure 7B).

Cell quantization

Given that muscle cells contained more than one nucleus, each cell mask was restricted to be between two consecutive nuclei cen-

troids as shown on the schematic in Figure 7C). Given a cell maskMcellðx;yÞ, definition of cell mask tessellation in n vertical segments

qi::: qn enables cells quantization in 2D in terms of per segment statistics of mRNA concentrations. Quantization was performed with

n = 20 and n = 80, see results in Figure 8C.

mRNA spatial distribution

To estimate mRNA clustering along muscle cells, we computed local mRNA density for each cell using the cell quantization intro-

duced in ‘‘cell quantization.’’ We denote by ti the total number of mRNA spots falling in a given qi. Then the local mRNA density is

computed in the same way as for fibroblast cells (see ‘‘peripheral fraction and enrichment’’) as the relative concentration ci of

mRNA in qi and is defined to be ci =
ti=ai

TmRNA=A
, whereA is the cell mask area.We produced distribution plots and heatmaps representing

mRNA local density between two nuclei (Figure 7C).

Additional methods for CHX inhibition analysis
Image processing has been performed for Arhgdia (Supp. control), Arhgdia (CHX), Pard3 (Supp. Control), Pard3 (CHX) (see table

describing image acquisition characteristics for CHX) as presented above for primary and secondary image descriptors except

for the FISH signal being used to detect cell masks for mRNA images. The number of acquired mRNA images was quite low for these

experiments, consequently we have only performed global analysis (compared to the datasets where we could analyse time point by

time point). We performed peripheral fraction enrichment and degree of clustering analyses in the same way as described in ‘‘periph-

eral fraction and enrichment’’ and ‘‘degree of clustering (Ripley-K),’’, respectively, except for 2 points: (i) all the analysis was per-

formed in 2D, (ii) for mRNA the computation was done using the continuous signal in the same way as for the IF, similarly to Stueland

et al., 2019.

DypFISH software code (in Python) as well as data (in HDF5 format) used in this study are freely available from http://www.dypfish.

org and https://github.com/cbib/Dypfish.
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Chapitre 5

Discussion et perspectives

5.1 Synthèse

Le développement de méthodes de microscopie à haut-débit joue un rôle important
pour la recherche en biologie, dont peut dépendre notre capacité à explorer en détail les
processus cellulaires. Dans cette thèse, nous nous sommes intéressés au développement de
nouvelles méthodes de traitement d’image utilisant le Deep Learning permettant d’amé-
liorer le signal des images de microscopie et de leur quantification.

Nous avons présenté deux approches basées sur l’apprentissage profond, supervisé
pour le chapitre 2, non supervisé pour le chapitre 3, ainsi qu’un cadre pour étudier la
distribution spatiale des molécules dans les cellules au chapitre 4.

Rehaussement du signal pour les spots d’ARNm
Plus spécifiquement, dans le chapitre 2 nous avons présenté DeepSpot, une méthode

computationnelle utilisant le Deep Learning pour rehausser le signal des spots correspon-
dant aux ARNm dans les images de type smFISH. Avec DeepSpot, nous avons montré
que rajouter une étape de rehaussement du signal dans les pipelines d’analyse d’images,
préalablement à la détection des spots, présente deux avantages majeurs. Le premier est
que cela permet d’améliorer la précision des algorithmes de détection et de ce fait, d’avoir
une quantification plus précise. Le second avantage est que cette étape permet d’auto-
matiser la détection de spots, même lorsqu’elle est effectuée par des algorithmes qui ne
sont pas nativement non paramétriques, tels que le très largement utilisé Laplacien de
Gaussien. Nous avons introduit une architecture utilisant des convolutions à trous, des
réseaux à chemins multiples ainsi que les réseaux de neurones résiduels pour le traitement
des images smFISH et montré que cela permet un traitement efficace des petits objets que
sont les spots d’ARNm, par rapport à d’autres méthodes d’augmentation du signal qui ne
sont pas adaptées pour ce type d’objets [188]. Nous avons également montré l’importance
qui doit être accordée à la construction du jeu de données d’entraînement. L’annotation
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manuelle des images smFISH est une tâche chronophage et comportant un certain degré
d’incertitude sur la précision d’annotation, dépendant à la fois de la qualité des images
et de l’interprétation du signal par l’annotateur. Pour cette raison, plusieurs méthodes
récentes portant sur la détection de spots dans les images smFISH ont intégré des images
issues de simulation smFISH [146, 72] dans leurs analyses. Dans cette étude, nous avons
également ajouté de la variabilité dans notre jeu de données en simulant des données
smFISH. Nous avons montré que la combinaison de données smFISH expérimentales et
simulées a permis d’obtenir un modèle plus précis et plus robuste que les modèles entraî-
nés uniquement sur des données expérimentales ou uniquement simulées. Et nous avons
montré que le rehaussement du signal des spots suivi de sa détection par une méthode
classique permettait d’obtenir globalement de meilleurs résultats qu’avec une méthode de
détection entièrement basée sur le Deep Learning, telle que deepBlink.

DeepSpot étant une méthode basée sur l’apprentissage, nous supposons que la méthode
pourrait être appliquée à d’autres types d’images de spots que celles issues de microscopie
smFISH moyennant un entrainement sur ce type de données.

Rehaussement du signal pour les noyaux cellulaires
Dans le chapitre 3 nous avons proposé une méthode d’apprentissage non supervisée,

SalienceNet, utilisant le transfert de style pour rehausser le signal des noyaux présentant
une faible intensité dans des images d’organoïdes. Dans ce chapitre également, nous avons
pu montrer que les étapes de rehaussement du signal, en amont de la segmentation,
permettent, soit d’automatiser cette dernière, même avec des méthodes non automatiques
(Otsu), soit d’améliorer les résultats des méthodes automatiques (StarDist).

Une autre approche, CARE [188], a été amplement utilisée pour améliorer le rapport
signal sur bruit dans de nombreux types d’images, de manière supervisée, sur des données
appariées ou chaque image acquise en faible intensité doit avoir sa contrepartie acquise
en haute intensité dans les données d’apprentissage, nécessitant l’acquisition de paires
d’images. Avec SalienceNet, nous montrons que les méthodes non supervisées peuvent
également remplir ce rôle. L’emploi du CycleGAN permet, par rapport à CARE, de ne
pas avoir à imager deux fois le même échantillon (une fois en basse intensité et une fois en
haute intensité), nécessitant donc moins de temps d’acquisition, ce qui est particulièrement
important dans le cas de l’imagerie live-cell.

Nous avons montré que la disponibilité de données d’apprentissage publiques avec
une saillance suffisante permettait de rendre possible l’emploi d’une solution d’apprentis-
sage non supervisée. Nous avons également montré qu’apporter des modifications dans la
fonction de coût du CycleGAN classique permettait de gagner en précision.
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Enfin, nous pensons que SalienceNet peut s’appliquer à d’autres types d’images que
celles des noyaux, par exemple à des images de cellules afin de faciliter la segmentation
de celles-ci. La méthode étant générique, il est également envisageable de l’appliquer aux
images de noyaux acquises avec d’autres techniques que l’imagerie soSPIM. Bien entendu,
une évaluation rigoureuse de la performance restera à faire.

Application d’analyses spatiales
Dans le chapitre 4, nous avons proposé un cadre unifié pour étudier la distribution

spatiale de molécules dans les cellules. Nous avons utilisé le résultats des chapitres pré-
cédents pour calculer des statistiques spatiales, dans un premier temps en définissant un
cadre de lecture pour chaque cellule analysée, puis en définissant des repères cellulaires
d’intérêt permettant d’aligner les cadres de lecture et donc d’appliquer des statistiques
spatiales sur des ensembles de cellules.

Nous avons développé une librairie généraliste d’analyses quantitatives de distributions
spatiales des molécules, DypFISH, permettant de quantifier la localisation subcellulaire
des ARNm et des protéines et ainsi permettre de caractériser les différents états et sous-
populations cellulaires. Nous avons introduit des techniques d’analyses qui permettent
l’évaluation conjointe des données ponctuelles d’ARNm dans les images smFISH et des
données continues de protéines par immunofluorescence (IF) de manière statistiquement
robuste. À partir de ces deux types de données, DypFISH permet d’analyser des motifs
de distribution de molécules et d’étudier la corrélation de la localisation des molécules
entre elles, ou avec des repères cellulaires choisis.

5.2 Limites

Bien que le succès des méthodes utilisant du Deep Learning soit indéniable sur le
plan scientifique et pratique de l’analyse d’images de microscopie de fluorescence, il est
important de garder à l’esprit un certain nombre de limites inhérentes à la technique.

Premièrement, ces méthodes ne sont actuellement pas capables de remplacer tout le
panel de méthodes classiques existantes. Le principal atout du Deep Learning est avant
tout sa capacité à automatiser une tâche bien spécifique et à la généraliser à des nouvelles
données. Si des méthodes telles que StarDist, CARE, DECODE ou CellPose, ont réussi
à obtenir une très bonne capacité de généralisation pour une tâche spécifique, toutes ces
méthodes ont cependant un ou plusieurs angle mort pour lesquels elles ne sont pas adap-
tés ou simplement pas entraînées. Il en va de même pour toutes les méthodes basées sur
l’apprentissage. Nous avons montré par exemple dans le chapitre 2 que DeepSpot généra-
lise bien sûr des images smFISH dont le signal provient de 27 gènes dont les acquisitions
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donnent des rapports signal sur bruit très différents, ce qui n’est pas le cas pour deep-
Blink. Nous avons également montré que DeepSpot généralise raisonnablement sur des
images ayant des caractéristiques différentes que celles du jeu d’apprentissage. De ce fait,
un bon modèle de DeepSpot devrait être capable de généraliser sur d’autres images de
type smFISH. Cependant, il serait intéressant de pouvoir définir les limites exactes d’ap-
plications d’un tel modèle. Le même raisonnement s’applique bien entendu à SalienceNet,
dont les limites exactes des capacités de rehaussement du signal devraient être explorées
davantage.

Deuxièmement, et de façon liée à la précédente, intervient la limite posée par la dis-
ponibilité de données d’entraînement. À ce sujet, plusieurs points cruciaux peuvent être
abordés.

1. La quantité des données disponibles pour un apprentissage est absolument
décisive. Derrières les algorithmes de classification d’objets qui arrivent aujourd’hui
à généraliser sur des milliers de classes d’objets, on retrouve des jeux de données
comportant des millions d’images, annotées par des milliers d’utilisateurs. Bien
que des initiatives telles que Omero, la Broad Bioimage Benchmark Collection, les
jeux de données du Allen Institute, The BioImage Archive (BIA), existent, il reste
difficile de construire des jeux de données dépassant les quelques milliers d’images,
ce qui limite énormément les possibilités en terme d’apprentissage.

2. La qualité des données disponibles peut également fortement impacter l’ap-
prentissage et la prédiction d’un réseau de neurones. La variabilité expérimentale
intrinsèque à la recherche sur des échantillons vivants implique parfois l’acquisition
de jeux de données dont la qualité peut questionner sur la possibilité de les utiliser
pour des analyses statistiques. C’est ici un sujet sensible, néanmoins la question
d’utiliser des données sur lesquelles même un œil humain, expert, ne peux pas tou-
jours discerner avec certitude le signal du bruit où des artéfacts, devrait être posée
systématiquement.

3. La qualité des annotations soulève deux questions principales en fonction de
si l’on souhaite entraîner un modèle ou bien le tester. Si le contenu des images de
microscopie de fluorescence est relativement simple (ex. spots, noyaux, cellules) par
rapport à des images de la vie courante pouvant contenir plusieurs dizaines d’ob-
jets différents, la difficulté de l’annotation réside cependant dans la nécessité d’un
œil "expert" et dans la qualité des images et des objets. De forts taux de bruits
peuvent rendre des objets peu visibles et leurs contours flous. Partant de ce constat,
pour un seul et même objet (ex. un noyau), annoté par deux experts, les labels
résultants comporteront nécessairement des différences, dans le choix du tracé du
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contour, en fonction des préférences personnelles de l’annotateur. Par ailleurs, un
seul objet annoté deux fois de suite par la même personne présentera également des
différences. Bien qu’il existe des méthodes de consensus ou des heuristiques pour
réduire les erreurs d’annotations [178], en microscopie de fluorescence il est de toute
façon rare de disposer de plusieurs labels à comparer. D’autres erreurs d’annotation
peuvent apparaitre comme des annotations incomplètes, par exemple lorsque seule-
ment une partie des objets est annotée. La première question que l’on peut se poser
est alors d’estimer ce que les modèles de Deep Learning vont pouvoir corriger par
eux-mêmes et ce qu’ils vont intégrer comme erreur dans leur apprentissage [168]
et donc quels biais vont être appris. La seconde question concerne la prédiction
et plus spécifiquement la précision de celle-ci. Pour évaluer la performance d’un
réseau de neurones, par exemple pour une tâche de segmentation, il est possible
d’évaluer un certain nombre de métriques (précision, rappel, sensibilité, spécificité,
IoU, F1-score, indice de Dice, etc.). La valeur d’une telle métrique dépend donc
de la performance du réseau, mais également de l’exactitude de l’annotation. Si,
par exemple, l’annotation d’un jeu de données contient 10% de pixels qui se sont
vu attribuer le mauvais label au moment de l’annotation, les métriques de perfor-
mance en seront impactées d’autant. Bien que cela n’empêche pas la comparaison
relative entre deux modèles, il n’est alors pas possible de se faire une idée exacte
de la performance d’un modèle et de savoir à qui attribuer l’erreur, au modèle ou
a l’annotation. Certains réseaux de neurones, comme le U-Net, sont connus pour
avoir une certaine propension à combler de petites lacunes dans l’annotation, là
encore, il est difficile d’estimer si cette correction correspond bien à la réalité.

Une limite technique s’applique également à l’utilisation du Deep Learning, à savoir
l’accès à des ressources de calcul suffisantes. Cependant, cette limite tend à se résoudre car
beaucoup d’efforts ont été faits pour rendre plus accessible l’utilisation du Deep Learning,
d’une part par rapport aux capacités de calcul, d’autre part par rapport aux compé-
tences nécessaires a son emploi. Les initiatives telles que DeepCell, StarDist, CellPose,
qui proposent toutes une interface graphique en ligne pour la segmentation de cellules et
de noyaux, de même que ZeroCostDL4Mic qui permet d’utiliser dans le cloud un grand
nombre de modèles de Deep Learning dédiés à la microscopie, DeepImageJ permettant
d’utiliser du Deep Learning dans ImageJ/FiJi et plus récemment l’arrivée des plugins
Napari qui peuvent embarquer nativement les réseaux de neurones développés en Python,
toutes ces initiatives tendent à démocratiser l’utilisation du Deep Learning par un public
de biologistes ou de bioimage analystes qui ne sont pas nécessairement spécialistes en
programmation.
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Enfin, concernant la librairie d’analyses spatiales DypFISH, une limite notable est
que les grilles de lecture spatiales actuellement prédéfinies sont limitées et que l’analyse
de nouvelles typologies cellulaires demanderait potentiellement la définition de nouvelles
grilles de lectures. Ceci implique qu’un tel outil, pour durer dans le temps et pour être
utilisé par la communauté scientifique, demande une forte implication du laboratoire pour
le maintenir à jour et pour répondre aux attentes des potentiels utilisateurs, ce qui n’est
pas toujours réaliste. Cette limite n’est pas spécifique à DypFISH et est le lot commun de
tous les outils ayant été développé pour une recherche spécifique, la même interrogation
se présente pour le maintien à disposition de la communauté, de versions de DeepSpot et
SalienceNet mises à jour.

5.3 Perspectives

Le Deep Learning est appliqué à l’automatisation de plus en plus de tâches pour les
images de microscopie, telles que la reconstruction d’images, le débruitage, la déconvolu-
tion, la super-résolution ou encore la reconstruction de structures. Le nombre de méthodes
disponibles augmente, signe du réel besoin d’automatisation de ces tâches de traitement
et d’analyse d’images.

À l’heure actuelle et malgré les multiples initiatives de collection et de partage des
données, il n’existe de pas de jeux de données qui puissent servir de Gold Standard, à
la manière d’un "microscopy ImageNet". Plusieurs choses peuvent expliquer ceci, d’une
part la spécificité des modèles impliquerait d’avoir autant de jeux de données qu’il y a de
tâches concernées, d’autre part cela impliquerait l’investissement de plusieurs dizaines de
personnes pour annoter et établir ensuite des consensus. Néanmoins, une initiative telle
que la compétition Kaggle Data Science Bowl 2018 a bien mis en évidence qu’il était
possible de parvenir à établir des jeux de données s’approchant du Gold Standard grâce à
l’ampleur de son utilisation sur une tâche bien précise, la segmentation de noyaux. Ce type
de compétition, sous cette forme ou une autre, pourrait profiter à d’autres tâches, comme
le débruitage, la reconstruction d’images, la super-résolution ou encore pour la détection
de spots. Dans ce dernier cas, afin de mesurer la précision d’un modèle, il est courant
d’utiliser des données simulées pour lesquelles l’on connait avec exactitude la localisation
des spots. Cependant, là encore, la diversité des simulateurs et des modalités de microsco-
pie rend l’établissement d’un jeu de données de référence assez complexe et nécessiterait
la collaboration à grande échelle de microscopistes, de bioanalystes et d’informaticiens.
Nous pensons cependant que cela serait d’un grand bénéfice pour le développement de
méthodes plus robustes.
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Par ailleurs, définir des jeux de données standardisés permettraient également d’in-
troduire un autre concept dans les algorithmes de détection ou de segmentation, celui de
l’incertitude. En prenant l’exemple de la détection de spots dans les images smFISH, où
certains spots peuvent être très brillants et d’autres très diffus et très flous (ex. focus/hors
focus), il pourrait être intéressant de disposer d’un score de qualité à la manière de ceux
utilisés en bioinformatique dans les fichiers fastq issus de séquençages, ou chaque base
d’ADN séquencée se voit associer un score de qualité basé sur les probabilités d’erreurs de
séquençage. Cela permet, par la suite, de supprimer une séquence ADN d’une analyse, si
sa qualité est jugée trop faible. Si l’on disposait d’un score de qualité pour chaque locali-
sation de spots à la sortie des algorithmes de détection, cela rendrait possible la décision
d’inclure une image dans une analyse ou non en fonction de la qualité de la détection
et, par exemple, de définir qu’une analyse ne porte que sur des images où la détection
dépasse un indice de confiance donné. Ce genre de score pourrait s’obtenir par les mé-
thodes de Deep Learning, il est en effet largement utilisé dans les tâches de classification
(généralement avec une couche softmax en fin de réseau) et pourrait certainement être
implémenté pour les taches de détection et de segmentation en prenant en compte les
caractéristiques des spots (brillance, contraste) et en utilisant la probabilité renvoyée par
la couche softmax ou en utilisant des cartes de confiance dans la prédiction comme le fait
DivNoising [132]. Ceci est une perspective qui reste bien entendu totalement à explorer.

Concernant le rehaussement du signal avec DeepSpot, un certain nombre de pistes
peuvent être explorées pour rendre la méthode plus robuste. Actuellement, l’agrégation
de contexte autour des spots ne se fait qu’à l’aide d’une seule taille de convolution à trous
(3 × 3). Pour s’approcher d’une méthode de Deep Learning ressemblant au Multi-scale
wavelet detector [124] présent dans le logiciel d’analyse d’image ICY, il serait intéressant
d’explorer la possibilité d’utiliser plusieurs tailles de convolution à trous dans le réseau de
convolution et potentiellement d’établir un consensus à partir de ces multiples tailles de
convolution à trous. Cela permettrait peut-être une meilleure généralisation du modèle
DeepSpot sur des tailles de spots non apprises avec le jeu de données, et le consensus
permettrait potentiellement d’améliorer la capacité de DeepSpot à rehausser le signal
des spots légèrement hors focus. Actuellement, la tâche apprise par DeepSpot consiste à
rehausser le signal des spots par une gaussienne sur une surface de 3× 3 pixels. Ceci est
généralement suffisant pour des images smFISH mais si l’on souhaitait adapter la méthode
à des images de SMLM, il faudrait étudier la possibilité de ne rehausser le signal que sur
un seul pixel afin d’obtenir des images avec une super-résolution, la tâche se focalisant
sur un objet plus petit pourrait potentiellement être plus dure à apprendre. La question
se pose alors de savoir si l’architecture DeepSpot serait adaptée à une telle tâche.

Pour SalienceNet et le rehaussement du signal des noyaux, nous nous sommes basés
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sur l’architecture CycleGAN, qui à déjà fait l’objet de beaucoup d’études et d’approfon-
dissements. Nous avons apporté des modifications sur la fonction de coût, mais il serait
intéressant de tester le rehaussement du signal en utilisant des méthodes plus récentes
de transfert de style telles que la Contrastive Unpaired Translation (CUT) qui permet
des entrainements plus rapides, moins énergivores et qui nécessite moins d’images pour
chaque style [130].

De manière plus générale, la quantité et la diversité des données et des outils dis-
ponibles laisse envisager l’emploi de méthodes transversales, intégrant des données hété-
rogènes, issues de l’imagerie et, par exemple, du séquençage, comme nous le présentons
dans notre article présent dans l’Annexe C (Prédiction de la localisation subcellulaire des
ARNm : Apprentissage à partir de sources de données hétérogènes). Une possibilité serait
d’utiliser les réseaux de neurones multi-input pour construire des modèles intégrants des
données hétérogènes dans un même espace latent à partir duquel pourront être extraites
des prédictions [149].

Enfin, concernant le maintien à jour et à disposition de la communauté scientifique
des outils développés durant cette thèse (DeepSpot, SalienceNet, DypFISH) une solution
envisageable serait le regroupement de plusieurs outils au sein d’un même repository glo-
bal, ayant un support à plus long terme. C’est ce qui commence à être mis en place par
exemple dans le HenriquesLab avec ZeroCostDL4Mic qui regroupe des modèles de réseaux
de neurones issus de différents laboratoires, ainsi que du côté de CSBDeeP, qui regroupe
plusieurs outils tels que CARE, Noise2Noise et StarDist. Il serait utile de déposer DeepS-
pot et SalienceNet auprès de ces ressources reconnues par la communauté. En revanche,
concernant les outils d’analyses spatiales, plusieurs boîtes à outils et librairies existent,
mais il ne semble pas y avoir de recoupement entre elles. Une solution envisageable serait
la convergence de la boîte à outils BIG-FISH avec la librairie DypFISH. Étant toutes deux
développées en Python, il serait possible d’intégrer les fonctions d’analyses spatiales de
DypFISH, dans BIG-FISH dans le cas ou elle n’y serait pas déjà, comme c’est le cas par
exemple de la généralisation de Ripley K au signaux continus issus de l’immunofluores-
cence.
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5.4 Conclusion générale

Au cours de cette thèse, nous nous sommes principalement attachés au rehaussement
du signal dans les images de microscopie de fluorescence. Sur l’ensemble des méthodes de
Deep Learning existantes, assez peu se concentrent sur ce sujet, la plupart étant orientées
sur le débruitage ou sur les tâches de segmentation et de détection du signal. Nous pensons
avoir montré que le rehaussement du signal a toute sa place dans le traitement d’images
de microscopie et que des outils comme DeepSpot ou SalienceNet pourraient être intégrés
dans des pipelines d’analyse d’images, au même titre que les algorithmes de débruitage,
pour obtenir des images dont le signal est facile à détecter ou segmenter. Au vu des
différentes implémentations de réseaux de neurones disponibles en ligne, par exemple
sur le hub de ZeroCostDL4Mic, il serait intéressant de pouvoir construire des pipelines
entièrement basés sur le Deep Learning où les images sont envoyées à un premier réseau
de rehaussement du signal (par exemple DeepSpot ou SalienceNet) et dont la sortie serait
directement reliée à l’entrée d’un réseau de détection ou de segmentation (par exemple
deepBlink pour la détection de spots, ou StarDist pour la segmentation de noyaux).

Bien entendu, l’utilisation de tels pipelines reste à la discrétion de l’utilisateur. En
effet, il n’est pas toujours utile de rehausser le signal dans les images de microscopie.
Néanmoins, dans les cas d’usages que nous avons explorés (faible SNR, faible luminosité),
cela faciliterait la tâche des biologistes et des bioanalystes. Cela donnerait, par ailleurs,
davantage de visibilité aux tâches de prétraitement des images, conduisant à l’apparition
de nouvelles données et donc de nouvelles méthodes et la possibilité de développer des
modèles de plus en plus génériques et ainsi estomper la frontière entre le traitement et
l’analyse d’images.

Le Deep Learning est porteur de nombreuses promesses pour la microscopie de fluo-
rescence. À l’heure actuelle, les entrées et les sorties sont des images, mais des études
permettent déjà d’extraire des informations sur les patterns de localisation des molécules
en utilisant du Deep Learning, il se peut qu’à l’avenir des modèles soient capables de
transformer les images directement en connaissances.
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Annexe A

DeepMeta : un réseau de neurone pour
la détection de métastases pulmonaires
dans les images de poumons de souris
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Lungs are the most frequent site of metastases growth. The amount and size of

pulmonary metastases acquired from MRI imaging data are the important

criteria to assess the efficacy of new drugs in preclinical models. While

efficient solutions both for MR imaging and the downstream automatic

segmentation have been proposed for human patients, both MRI lung

imaging and segmentation in preclinical animal models remains challenging

due to the physiological motion (respiratory and cardiac movements), to the

low amount of protons in this organ and to the particular challenge of precise

segmentation of metastases. As a consequence post-mortem analysis is

currently required to obtain information on metastatic volume. In this work,

we have developed a complete methodological pipeline for automated analysis

of lungs and metastases in mice, consisting of an MR sequence for image

acquisition and a deep learning method for automatic segmentation of both

lungs and metastases. On one hand, we optimized an MR sequence for mouse

lung imaging with high contrast for high detection sensitivity. On the other hand

we developed DeepMeta, a multiclass U-Net 3+ deep learning model to

automatically segment the images. To assess if the proposed deep learning

pipeline is able to provide an accurate segmentation of both lungs and

pulmonary metastases, we have longitudinally imaged mice with fast- and

slow-growing metastasis. Fifty-five balb/c mice were injected with two

different derivatives of renal carcinoma cells. Mice were imaged with a SG-

bSSFP (self-gated balanced steady state free precession) sequence at different

time points after the injection of cancer cells. Both lung and metastases

segmentations were manually performed by experts. DeepMeta was trained

to perform lung and metastases segmentation based on the resulting ground

truth annotations. Volumes of lungs and of pulmonary metastases as well as the

number of metastases per mouse were measured on a separate test dataset of

MR images. Thanks to the SG method, the 3D bSSFP images of lungs were

artifact-free, enabling the downstream detection and serial follow-up of

metastases. Moreover, both lungs and metastases segmentation was

OPEN ACCESS

EDITED BY

Andrew Cohen,
Drexel University, United States

REVIEWED BY

Rachel Sparks,
King’s College London, United Kingdom
Yong-Zi Chen,
Tianjin Medical University Cancer
Institute and Hospital, China

*CORRESPONDENCE

Edgar Lefevre,
edgar.lefevre@u-bordeaux.fr
Macha Nikolski,
macha.nikolski@u-bordeaux.fr

†These authors share last authorship

SPECIALTY SECTION

This article was submitted to
Computational BioImaging,
a section of the journal
Frontiers in Bioinformatics

RECEIVED 21 July 2022
ACCEPTED 26 September 2022
PUBLISHED 12 October 2022

CITATION

Lefevre E, Bouilhol E, Chauvière A,
SouleyreauW, DerieppeM-A, Trotier AJ,
Miraux S, Bikfalvi A, Ribot EJ and
Nikolski M (2022), Deep learning model
for automatic segmentation of lungs
and pulmonary metastasis in small
animal MR images.
Front. Bioinform. 2:999700.
doi: 10.3389/fbinf.2022.999700

COPYRIGHT

© 2022 Lefevre, Bouilhol, Chauvière,
Souleyreau, Derieppe, Trotier, Miraux,
Bikfalvi, Ribot and Nikolski. This is an
open-access article distributed under
the terms of the Creative Commons
Attribution License (CC BY). The use,
distribution or reproduction in other
forums is permitted, provided the
original author(s) and the copyright
owner(s) are credited and that the
original publication in this journal is
cited, in accordance with accepted
academic practice. No use, distribution
or reproduction is permittedwhich does
not comply with these terms.

Frontiers in Bioinformatics frontiersin.org01

TYPE Methods
PUBLISHED 12 October 2022
DOI 10.3389/fbinf.2022.999700



accurately performed by DeepMeta as soon as they reached the volume of

~ 0.02 mm3. Thus we were able to distinguish two groups of mice in terms of

number and volume of pulmonary metastases as well as in terms of the slow

versus fast patterns of growth of metastases. We have shown that our

methodology combining SG-bSSFP with deep learning, enables processing

of the whole animal lungs and is thus a viable alternative to histology alone.

KEYWORDS

small animalMRI,motion-correction, pulmonarymetastases, deep learning, automatic
segmentation

1 Introduction

There is a plethora of preclinical studies investigating the

efficacy of innovative treatments on primary tumors as well as on

the subsequent metastases, especially pulmonary ones. Indeed,

metastases in lungs are of particular interest since they are a

sanctuary of many cancer cells (Leong et al., 2006) probably due

to the high oxygenated environment and the dense capillary

network. Moreover, there is evidence that the number (Cho et al.,

2015) and size (Javed et al., 2014) of the pulmonary metastases

are related to the survival prognosis. To obtain such quantitative

information, most preclinical studies perform post-mortem lung

extraction to determine the amount of metastases and their

average area or volume. Histology is frequently used due to its

high sensitivity of detection, however this technique only allows

the analysis of a few lung slices (Shimada et al., 2018; Pein et al.,

2020). The number of metastases per slice and their average size

(mm2) are then measured and interpreted as markers of a

treatment efficiency.

The usual imaging technique for detecting lung tumors is

through a CT scan. However, the X-rays doses limit patient’s

follow-up, repeated and close sessions, preventing early detection

of the disease and patient monitoring during treatment. For

example, the French Nuclear Safety Authority (ASN) has

published an action plan (n°2011-DL-0019, 2011) aiming to

limit the doses delivered to patients, and to favor

examinations by Magnetic Resonance Imaging (MRI). MRI is

a non-invasive and non-traumatic technique used to perform

serial follow-ups to detect lesions. It is a method of choice in

oncology since it does not involve ionizing radiation, thus

enabling repeated and close sessions to monitor tumor

growth. In small animal models, preclinical MRI makes it

possible to assess the efficiency of cancer treatments before

translation to human studies. However, lung imaging is

challenging due to physiological motion (respiratory and

cardiac movements) and to the low amount of protons in this

organ. We intended to exploit this latter property to efficiently

detect pulmonary metastases. For this purpose, the balanced

Steady State Free Precession (bSSFP) sequence was chosen as it

has been previously shown that high tumor contrast can be

obtained in the brain and in the liver (Miraux et al., 2008; Ribot

et al., 2011, 2015). When combined with the Self-Gating (SG)

method, motion-induced echoes can be canceled, resulting in

images of the abdomen without motion artifacts (Ribot et al.,

2015). This sequence is also of high interest due to its high SNR

and short scan time to obtain 3D stacks necessary to cover a

whole organ with high spatial resolution. Nevertheless, to our

knowledge, it has never been applied to detect cancer lesions in

lungs.

Deep learning associated withMRI has gained a lot of interest

in recent years for different image quantification tasks.

Applications range from image acquisition and image retrieval

to segmentation and disease prediction (Lundervold and

Lundervold, 2019). This is particularly true for human brain

diagnostics. For example, recent studies have been conducted to

automatically segment tumors or metastases in the human brain,

using deep learning, such as the DeepMedic Neural Network (Liu

et al., 2017; Charron et al., 2018; Grøvik et al., 2020). In the case of

segmentation of metastases within lungs of human patients,

(Wang et al., 2019), have proposed a deep learning patient-

specific method to segment metastases in expert annotated VOIs

around them. The model is trained specifically for each patient

on early timepoints and can be used in follow-up MRI scans of

the same patient, thus lacking the generalization capacity.

However, to date few studies are conducted on small animals

such as rats or mice (see e.g. for (Tan et al., 2018) the

segmentation of the left ventrical) and, up to our knowledge,

no studies has been conducted on lungs, as a result of very low

standardization of preclinical protocols, of large variety of mouse

lineages, tumor models, as well as of MR sequences and MR

instruments (mainly reception coils). Moreover, the low number

of animals used in preclinical studies in order to comply as much

as possible with the 3R regulations (Replace, Refine, Reduce)

guidelines for animal experimentation, represents an additional

challenge for downstream automation of image quantification.

In the case of cancer-related studies, the lack of methods for

tumor detection and segmentation specific for small-animal

preclinical studies, results in manual and time-consuming

segmentation by experts. In the case of lung tumors, the

development and validation of automated solutions is further

hampered by the fact that there are no public databases of mouse

or rat MR lung images. Even for human lung images, to our

knowledge, there are only two public databases (Lung Image

Database Consortium image collection LIDC-IDRI and ELCAP
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Public Lung Image Database), both based on CT scans, which

limits the development of AI approaches.

In this study we developed a complete methodological pipeline

for the automatised analysis of lung and metastases in mice,

consisting of an MR sequence for imaging acquisition and a deep

learning method for lung and metastases segmentation. This deep

learning method enables the measurement of metastases volume in

lungs at a given time and the assessment of their longitudinal growth.

To ensure reproducibility and foster the use of ourmethod by a large

scientific community, all relevant software resources and MR image

data are made publicly available. As such, our full pipeline consisting

of anMR sequence and downstream automatic image quantification

with DeepMeta, constitutes the first step toward standardization of

lung and metastases imaging and segmentation in mice, while our

MR image database constitutes the first publicly available data

resource to foster further methods development.

2 Materials and methods

2.1 Animals

The murine renal cancer RENCA cell lines were maintained

in RPMI-1640 (Eurobio) supplemented with 10% (v/v) FBS and

1% (v/v) penicillin-streptomycin, and incubated at 37°C with 5%

CO2. To acquire time-series images of metastases growth

showing different growth patterns, 2 cell lines were used: (i)

interleukin-34 (il34) knock-out by Crispr/Cas9 method using the

5′-GACCTTACAGGCTACCTTCGGGG-3′ targeted sequence

for slow-growing metastases pattern and (ii) targeting the

LacZ gene using the 5′-TGCGAATACGCCCACGCGAT-3′
targeted sequence for fast-growing metastases pattern. These

2 cell lines were further injected either intravenously or

orthotopically under the renal capsule. For sub-capsular

implantations, 1 × 105 RENCA cells were injected under the

left kidney capsule of 6–8 weeks old female BALB/c ByJ mice

(Charles River Laboratories), whilst for intravenous injections 5

× 106 cells were injected into the caudal vein.

Additional fourteen BALB/c ByJ mice (8 weeks old female,

Charles River Laboratories) were injected in the mammary fat

pad with 2500 4T1 murine breast cancer cells.

All animal experiments were approved by the “Ministère de

l’Enseignement Supérieur, de la Recherche et de l’Innovation

(MESRI)” (authorization numbers 2016072015478042 and

2015110618597936), and were carried out in accordance with

the approved protocols.

2.2 MRI system

Experiments were performed on a 7T Bruker BioSpec system

equipped with a gradient coil of 660mT/m maximum strength

and 110μs rise time. A volume resonator operating in quadrature

mode was used for RF transmit (75.4mm inner diameter, 70mm

active length) and a proton phased array (RAPID Biomedical

GmbH) containing four elements of 30mm long around an

elliptic cylinder (housing: 19 × 25.5 mm3) was used for signal

reception.

2.3 MRI acquisitions

A total of 55 mice were imaged after RENCA injection,

27 mice with slow-growing metastases and 28 mice with fast-

growing metastases. Animals were imaged every week: from day

6 to day 32 post-implantation for fast-growing metastases mice

group and from day 8 until their condition deteriorated (up to

day 141 at most) for slow-growing metastases mice group. Also,

the 14mice bearing 4T1 pulmonary metastases were imaged once

between day 21 and day 30 after the primary tumor implantation.

Two additional healthy mice were scanned three times, two times

without repositioning and one time after waking them up in

order to evaluate the reproducibility of lung segmentations.

Before imaging, mice were anesthetized with isoflurane (1.5% in

air) and placed in the supine position with the lungs in the center of

theNMR coil. The breathing rate wasmonitored using an air balloon

placed on top of the lungs (SA Instruments, Inc., NY). The

respiration rates between mice were similar for every experiment.

The 3D bSSFP images were acquired with the following parameters:

TE/TR = 2/4ms; flip angle (FA) = 30°; FOV: 25 × 20 × 20 mm3;

matrix: 128 × 128 × 128; resolution after reconstruction: 195 × 156 ×

156 μ m; reception bandwidth: 100 kHZ; anterior–posterior read

direction, according to Ribot et al. (2015). Four different phase offsets

were used (180°; 0°; 90°; 270°) to generate four bSSFP images. Each

image was acquired with four repetitions per offset. The Analog to

Digital Converter (ADC) was turned on immediately after the

excitation RF pulse. The corresponding acquired signal, a Free

Induction Decay (FID), was recorded at each TR in addition to

the echo used for imaging.

2.4 Image reconstruction

For image reconstruction we followed the procedure described

in (Ribot et al., 2015). Briefly, the amplitude of the FID signal was

characteristic of the animal’s respiration and made it possible to

identify stable phases and peaks that reflected non-corrupted and

motion-corrupted data, respectively. Peaks were identified using the

“peak detection” function in MatLab and were then used to delete

approximately 30% of the echoes distributed around these peaks.

Stacks were then retrospectively reconstructed by deleting the

respiration-corrupted k-space lines (or echoes) corresponding to

respiration peaks. The different k-spaces obtained for each repetition

were then averaged so that missing lines from one k-space could be

filled by the k-space lines from another repetition. This results in a

single k-space corresponding to one phase offset. All these steps were
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performed for each phase offset k-space to produce four complete

k-spaces. FFT was then applied to generate four SG-bSSFP images

containing banding artifacts. Finally, the four images obtained from

the acquisition of the four different offsets were summed using the

square root of the sum of square (SOS) method to produce the final

SG-bSSFP image. Images were exported and processed in tiff format.

2.5 Image annotation

The size of acquired 3D images was 128 × 128 × 128 pixels.

Each 3D image was split into 128 2D slices (see Table 1). Each 2D

slice was considered as an independent image for downstream

analysis. To obtain the corresponding ground truth, each slice

was annotated using Fiji Schindelin et al. (2012): (i) masks were

manually drawn around the lungs on every slice; (ii) masks were

manually drawn around the pulmonary metastases on stacks

containing metastases. Both tasks were performed by two

different investigators. These annotations enabled us to select

slices containing lungs or metastases. Lung and metastases masks

were further concatenated with a different value for each area of

interest (background, lungs, metastases).

2.6 Dataset

2.6.1 Acquired 3D images
Three datasets have been acquired: (1) RENCA dataset with

mice having two different metastases growth patterns, (2)

4T1 dataset and (3) healthy mice dataset. Image acquisitions have

resulted in a total of 186 3D stacks for RENCA dataset; the

4T1 dataset contained 14 3D stacks; and the healthy dataset

contained 6 separate 3D stacks.

2.6.2 Annotation
RENCA dataset yielded a total of 24576 slices with 128 ×

128 pixel size. Metastases were visible on 62 of the 186 3D stacks.

Annotation of the RENCA dataset has resulted in a total of

8156 slices for the lungs segmentation, 1296 slices for the

metastases segmentation and a total number of 5762 images

with associated multiclass masks (see Table 1). Due to the

imaging of the same mice at different timepoints during the

development of metastases, large variation in their volume was

observed, ranging from 0.0188 mm3 to more than 200mm3 (see

Figure 2 for an example of slice annotation).

2.6.3 Data augmentation
Notice that the resulting number of slices is quite small for

training a deep neural network. Consequently, we created a data

augmentation pipeline, composed of rotations and elastic

transformations, which applied a factor 8 to the dataset volume

(these numbers are recapitulated in the column “#Total after

augmentation”, in Table 1). Rotations (90°, 180°, 270°) ensured

that the network was exposed to mouse slices in every position

and the elastic transformation ensured a better robustness of the

network by providing a training dataset that contains slices subjected

to small deformations. Together these augmentation steps helped to

reduce overfitting and improved the quality of the segmentations.

2.6.4 Test dataset
To create the test dataset, we selected four 3D stacks

representative of the complete RENCA dataset (representing a

total number of 512 slices), sampled from our dataset of 3D

image stacks. It is composed of one control 3D stack without

metastasis, two 3D stacks with small metastases and one 3D

stack with large metastases, defined as under or above 0.4 mm3,

respectively. This test dataset was annotated by two different

annotators in order to obtain a precise inter-observer variation

and to quantify whether and to what degree the possible

associated bias impacts the training.

2.7 Deep learning processing pipeline

DeepMeta network architecture was designed to perform

multiclass segmentation and was based on the U-Net general

network structure (see Figure 1). Specifically, we designed our

network as a tailored implementation of the U-Net 3+ (Huang

et al., 2020). The U-Net 3+ architecture uses full-scale skip

connections which combine small and large feature maps from

the encoder. We postulated that basing our approach on U-Net 3+

would be suitable to capture both small details and semantic features

within images, and as a consequence to accurately segment both

lungs and metastases. Specifically, inter- and intra-connection

between the encoder Ei down-sampling and decoder Uj up-

sampling pathways enabled the U-Net 3+ to account for both

fine and coarse level details: in the case of DeepMeta, low level

details contain the spatial and boundary information of both lungs

and metastases, while high-level details encode their location.

Modifications we made to the classical U-Net 3+ architecture

are the following.

TABLE 1 Summary of the dataset obtained from 186 mice. The number of annotated slices is reported alongside the final number of annotated
images. Notice that the number ofmulticlassmasks is lower than the lungs one, it is because somemetastases are not annotated inside the lungs,
so these slices cannot be transformed as a multiclass mask. We split this dataset into a training set and validation set with a ratio of 80/20.

— Lungs Metastases Multiclass masks Total after augmentation

Slices Number 8156 1296 5762 46096
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• Convolution blocks of the contracting path are composed

of one depthwise separable convolution (Chollet, 2017),

which speeds up the training process without losing

accuracy, followed by a batch norm layer, a ReLU

activation and a dropout, repeated twice.

• The expanding path takes its’ usual input and concatenates

it with feature maps from skip connections (Ci) as in U-Net

3+. However, convolution blocks Di are composed of a 2D

transposed convolution layer, followed by the same

architecture as the encoder convolutional blocks.

• The concatenated feature maps have 160 filters. The

encoder starts with 16 filters for E1 and doubles this

number for each consecutive block.

2.8 Loss

To train the network, we defined a custom loss function using

a loss combination of a cross entropy, a Lovasz-Softmax loss

Berman et al. (2018) and a focal loss Lin et al. (2017).

L � α × LCE + β × LL + γ × LF (1)

In our data the number of background pixels greatly exceeded

that of foreground (lungs and metastases) pixels and thus one of

the goals in the definition of our loss function was to solve this

class imbalance. To achieve this, we chose to define LCE as a

weighted version of the cross-entropy loss function. Indeed, the

classical cross-entropy loss would have been close to 0 due to the

high prevalence of True Negatives (background pixels).

Moreover, for each class we defined specific weights, one for

the background, five for the lungs and 15 for the metastases. The

third term of the loss function LF, the focal loss, further tweaks

the classical cross entropy for solving two issues of the classical

cross entropy: the class imbalance problem and learning hard

exemples. The second term LL, Lovasz loss, is based on the IoU

and helps to obtain a better segmentation, by minimizing errors

that penalize IoU the most. We have set α = 0.7, β =

0.4 and γ = 0.2.

2.9 Training

During training, the cosine annealing schedule (Loshchilov

and Hutter, 2016) was used, which prevents the network from

FIGURE 1
Architecture of DeepMeta network for lung and metastases segmentation. The network is composed of an encoder path and a decoder path.
The encoder is composed of Ei blocks. The decoder is composed by Ui blocks composed by a concatenation block Ci and a decoder block Di. Ci

blocks up sample or down sample feature maps into the same size as the upsampling path input and then pass it to Di.
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getting stuck in local minima. Experimental procedure that

imaged mice at different time points allowed us to trace the

metastases development but also to train the network regardless

of the size of the metastasis, as we had access to a wide range of

sizes. We split the slices from the training dataset using a ratio of

80% for training and 20% for validation. Network was trained on

Nvidia T4 GPUs, for 100 epochs with a learning rate of 0.001 on a

dedicated cluster with two two CPU Intel Xeon Silver 4114 and

128Go RAM. DeepMeta was implemented in Python 3.10 and

Pytorch 1.11, for both neural network creation and training.

2.10 Post-processing pipeline

DeepMeta network generates segmentations in the form of

masks, with values of 0 for the background, one for the lungs and

two for metastases (see Figure 2). However, the output of the

network required post-processing steps to improve the resulting

segmentation quality. We defined a post-processing pipeline

consisting of four steps.

1) The first step is to remove slices that do not contain mouse

tissue. For this purpose, we applied a Laplacian of Gaussian

(LoG) (SotakJr and Boyer, 1989) filter (σ = 7) to each slice.

The Gaussian filter smoothes noise and the Laplacian

operator detects edges at 0 crossing while giving a zero

response in homogeneous regions. Thus, if a slice contains

only noise, the Laplacian of Gaussian operator will not detect

any edge and for each pixel of the slice the value yielded by the

LoG filter will be close to zero. Consequently, the mean

intensity of a filtered slice containing only noise will be

close to zero. For this reason, we defined a threshold value

of one to separate slices containing mouse tissue (P1), from
slices that do not contain any tissue (< 1). This processing
step starts from the first slice and is stopped when the first

tissues are detected. The samemethod is applied starting from

the last slice. Once the slices that do not contain any tissue are

identified, their output masks are defined to contain only 0

(background only).

2) In the second step, the mask is split into two binary masks,

one mask for lungs and one mask for metastases.

3) In the third step, small blobs are removed from each of the

remaining slices, more specifically blobs that are smaller than

10 pixels for lungs and three pixels for metastases (blobs are

removed in the network’s output and in the ground truth in

order to not bias the statistics). Additionally, a closing

operation (dilation followed by an erosion) with a 3 ×

3 kernel is applied to close small gaps and connect

contiguous components. This results in binary masks per

slice, for both the lungs and the metastases.

4) In the final step, the resulting two binary masks are

concatenated to reconstitute the multiclasses mask.

Finally, to obtain each volume, we counted the number of

pixels for each class in each mask of the stack and multiplied this

number by the volume of one voxel, here 0.0047 mm3,

corresponding to the spatial resolution of the MR images.

In addition, to be able to compute the volume per individual

metastasis (and not only the total volume), an additional step was

defined. We performed the connected component analyses

(Rosenfeld and Pfaltz, 1966) of the 3D stacks of metastases

masks using an 18-connected neighborhood to find the

instance of each metastasis and thus be able to compute its

volume.

2.11 Evaluation

To evaluate the performance of our DeepMeta model, we

used two metrics: (i) Intersection over Union (IoU), which

provides a coefficient indicating how well the masks overlap,

(ii) F1-score, which represents the precision and recall balance.

The latter metric is particularly suited for problems with class

imbalance, as it is the case in our data.

Moreover, an inter-observer comparison was performed to

evaluate the dataset consistency. For a given slice three metrics

were computed to compare annotations by the two experts: (1)

IoU, (2) positive pixel difference and (3) a ratio of surface

difference between the two masks. The IoU metric indicates

how well the annotations are overlapping, i.e. whether the experts

have annotated the same objects. The positive pixel difference

measures the difference in mask sizes. And the ratio shows how

much the surface differs in number of pixels. The ratio is

calculated with the following formula: 1 − min(∑i
pi,∑j

pj)
max(∑i

pi,∑j
pj), where

pi are pixels from the first annotation and pj are pixels from the

second annotation.

3 Results

3.1 SG-bSSFP images of the mouse thorax

The SG signal could be detected even though the lungs

generate low signal at this echo time (see Figure 3). The 3D

SG-bSSFP images were mostly free of any motion and banding

artifacts, especially in the thoracic area. As expected, lungs

appeared with low signal on the images, with hyperintense

areas representing blood vessels. Also, the myocardium

appeared with more signal than the lungs, and the blood

inside the ventricles was dark. In mice bearing pulmonary

metastases, the lesions appeared in hyper-intense signals,

similar to those of the blood vessels. This contrast enabled us

to detect pulmonary metastases as small as four voxels, and to

assess their longitudinal growth.

Frontiers in Bioinformatics frontiersin.org06

Lefevre et al. 10.3389/fbinf.2022.999700



3.2 Model performance

3.2.1 Assessment of our model on lungs and
metastases segmentation

The performance of our DeepMeta model is shown in

Table 2, considering different mice from the test set: those

without metastasis (1 mouse) and those with small (2 mice)

and large metastases (1 mouse). To highlight the contribution of

both the U-Net 3+ architecture and of our loss function, the

results are compared with both a vanilla U-Net and a vanilla

U-Net 3+.

When interpreting these values, it should be noted that

manual segmentation resulted in high inter-observer

variability that could decrease to an IoU of 0.71 and 0.82 for

small and large metastases, respectively. Moreover, 29% and 12%

differences were measured between the two expert

segmentations, highlighting the difficulty of manual metastases

segmentation. Considering these constraints, the performance of

the DeepMeta model for metastases segmentation is within the

range of human experts.

3.2.1.1 Lung segmentation

The mean volume of the mouse lungs was 463.5 μ L ± 72 μ L

in the test set. The IoU index between the manual and the

DeepMeta lung segmentation was 0.86 (see Table 2), improving

on both vanilla U-Net and vanilla U-Net 3+. The inter-observer

variability of lung segmentation was low, with a mean IoU of

0.87, leading to 8% difference (see Table 3).

Moreover, the reproducibility of lung segmentation was

assessed on the healthy dataset that was obtained by imaging

two healthy mice 3 times each. The resulting lung volume for the

first mouse was 484.5 mm3, 474.9 mm3 and 494mm3; for the

second mouse: 490.4 mm3, 512.1 mm3 and 486.2 mm3. The

coefficients of variance were 1.9% for the first mouse, 2.8% for

the second one and 2.3% globally, showing high reproducibility

for lung segmentation. The mean lung volume of the RENCA

FIGURE 2
(A) An example of a mouse slice, the lung and metastasis masks (red arrows indicate metastases) and the multiclass resulting mask. (B) Shows
the growth of a metastasis over time.
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FIGURE 3
Differences between 3D bSSFP images in the 3-axis spatial direction. Images of a representative mouse before and after motion correction are
shown. The arrows point to a pulmonary lesion that can be better depicted on the motion-corrected images. The scale represents 4.5 mm.

TABLE 2 Models performance are measured by IoU and F1-score for both lungs and metastases segmentation in our representative test set for
DeepMeta, vanilla U-Net and vanilla U-Net 3+ architectures. This set includes mice without metastases and having either small or large
metastases. The last column shows the mean values across the entire test set.

Object No metastases Small metastases Big metastases Total

IoU F1 IoU F1 IoU F1 IoU F1

Vanilla U-Net

Lungs 0.86 0.93 0.86 0.88 0.76 0.84 0.84 0.88

±0.04 ±0.04 ±0.07 ±0.07 ±0.06 ±0.06 ±0.05 ±0.05

Metastases NA NA 0.69 0.74 0.70 0.64 0.70 0.69

±0.19 ±0.18 ±0.17 ±0.15 ±0.15 ±0.13

Vanilla U-Net 3+

Lungs 0.87 0.91 0.86 0.90 0.80 0.87 0.84 0.89

±0.04 ±0.04 ±0.07 ±0.07 ±0.04 ±0.03 ±0.05 ±0.04

Metastases NA NA 0.71 0.75 0.62 0.67 0.68 0.71

±0.17 ±0.17 ±0.16 ±0.15 ±0.14 ±0.12

DeepMeta

Lungs 0.89 0.93 0.87 0.95 0.82 0.88 0.86 0.92

±0.03 ±0.02 ±0.06 ±0.06 ±0.05 ±0.04 ±0.04 ±0.04

Metastases NA NA 0.72 0.76 0.67 0.72 0.70 0.74

±0.19 ±0.2 ±0.15 ±0.14 ±0.14 ±0.13
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dataset is within 10% range from the mean volume of the healthy

dataset, considered as reference.

3.2.1.2 Metastases segmentation

The metastases were detected and automatically segmented

for the test dataset. See Table 3, panel B, for an example of

segmentation of a slice from the same mouse imaged at day

85 and day 92. The total metastasis volume for this mouse was

30.8 mm3 and 47.3mm3 at these time points. Moreover, the

model has shown high sensitivity as it could detect metastases

as small as four voxels (representing here 0.0188 mm3) in a given

slice. The IoU index of 0.72 was obtained between the manual

and the DeepMeta segmentation for small metastases (see

Table 2) defined as metastases with an area size of less than

85 pixels (approximately 0.4 mm3). This index decreased to

0.67 when metastases were larger than 85 pixels. Notice the

systematic improvement relative to the vanilla architectures.

3.4 Capacity to distinguish different
growth patterns of metastases

In the RENCA dataset metastases were detected and

segmented by our model in the fast-growing metastases mice

group as early as 19 days post-injection (see Figure 4A). The

metastases growing subsequently after the injection of the

il34 cells became detectable at 22 days after injection. Also,

the model was able to measure the lung volumes occupied by

the pulmonary metastases over time. This enabled us to

differentiate the two groups of mice. The DeepMeta model

was also able to measure the total volume of metastases at

different time points. This made it possible to count the

number of metastases per volume range (see Figure 4B).

Figure 4B highlights that the metastases in the fast-growing

group are more homogeneous in size than the slow-growing

group. Also, the slow-growing group had fewer metastases

compared with the fast-growing one.

3.5 DeepMeta’s use case

To assess whether our DeepMeta model can be used to

process pulmonary metastases from another cell line we

applied the complete procedure from imaging to lung and

metastases segmentation on the 4T1 dataset. The mean lung

volume found by DeepMeta was 547mm3 ± 61.2 which is in the

10% range of lung volume from the healthy dataset. The network

managed to also segment the pulmonary metastases (see Figure 5

and Table 4) and found an average number of 4.5 metastases per

mouse with a volume range from 0.01 to 6.9 mm3. These results

show that the DeepMeta model generalizes well to other data and

in particular that it can process metastases from different cell

lines. As such, this indicates that the use of DeepMeta can

streamline the analysis of lungs and metastases in MR images

in preclinical studies on small animals.

4 Discussion

This study involves the optimization and development

of both the image acquisition method and the processing

to automatically segment mouse lungs and subsequently,

the pulmonary metastases at different stages of their

growth.

The MR sequence used here is the bSSFP sequence, due to its

high contrasts between the lung parenchyma and pulmonary

metastases and also because the 3D images can be obtained

relatively fast. This sequence is commonly used for human

cardiac imaging, although a 2D version is used in this case.

The combination of the bSSFP sequence with a Self-Gating

module makes it possible to combine high spatial resolution

in the three directions and robustness to motion to detect early-

growing metastases throughout the whole lung. Indeed, the

bSSFP sequence can not be combined with respiration-gating

in order to suppress motion artifact, so as to not perturb the

steady-state of the signal. To perform lung imaging, Ultra-short

Echo Time (UTE) sequences can be used to enhance the signal

from the lung parenchyma. Additionally, these sequences are less

sensitive to motion than Cartesian sequences because of the

radial encoding. Nevertheless, due to the proton-density

weighting, the contrasts between the different tissues are more

homogeneous than with a bSSFP sequence, which may have

decreased the detection sensitivity of the metastases andmake the

annotation and thus the automatic segmentation less reliable.

One of the drawbacks of the radial encoding is the lower

sharpness of the images. Yet, this characteristic is highly

TABLE 3 Inter-observer differences. Measured Inter-observer differences in manual annotation of the test set. Reproducibility between two
annotations ismeasured by the IoU; annotation difference ismeasured by the count of differing pixels and the surface ratio, with a total pixels per
slice of 16384.

Metric Lungs Small metastases Large metastases

IoU 0.87 0.71 0.91

Mean difference in number of pixels 94.48 12.18 33.74

Mean surface ratio 0.08 0.29 0.12
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FIGURE 4
Evolution of the volume and number of metastases in twomice, a control and an il34. (A) shows the evolution of the total volume of metastases
per mouse over time. (B) shows the number of metastases per volume range imaged at day 25 for control LacZ and at day 120 for il34.

FIGURE 5
DeepMeta’s prediction on amouse bearing 4T1 lungmetastases using the deepmeta-napari plugin. On the left is the control panel of the napari
interface allowing to adjust the image visualization parameters (top left) as well as the stack with contours that represent the segmentation of lungs
and metastases. Lungs and metastases segmentation is shown in the central panel, in red for lungs and in blue for metastases. On the right is the
DeepMeta plugin control panel. The resulting volumes for lungs and metastases are indicated on the bottom right.
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needed when measuring the volume of small structures such as

pulmonary metastases.

Lungs and tumor segmentation using deep learning

techniques is an active research field. In particular, CNN-

based networks are popular and efficient both for 2D and 3D

x-ray images (human and mouse) (Tang et al., 2019; Nishio et al.,

2021; Osadebey et al., 2021; van de Worp et al., 2021). Models

used for these tasks rely on a particular CNN architecture, the

U-Net. As for MRI images, U-Net models are also used for brain

and tissues segmentation in mice (2D and 3D) (Holbrook et al.,

2020; Zhang et al., 2021). However, up to our knowledge, no

model has been developed before this paper to segment lungs and

metastases in small animals using MRI images.

Although conventional image processing techniques exist for

lung segmentation (Egger et al., 2014), these approaches typically

require human supervision to achieve high precision. Moreover,

previous deep learning applications to MR images, such as En-

DeepMedic (Grøvik et al., 2020), had to perform manual

preprocessing steps (skull stripping before brain metastases

segmentation), while DeepMeta pipeline implements what can

be considered as a fully automated lung stripping and the

automated metastases segmentation, both based on deep

learning and automatic post-processing.

As lung slices are more susceptible to contain artifacts due to

respiratory movements, we used the U-Net 3+ that helps

propagate semantic and spatial information along the network

reducing the network’s sensitivity to motion blur.

The U-Net 3+ architecture uses full-scale skip connection

blocks that allow the network to retrieve semantic information in

the reconstruction path and also prevent small objects from

disappearing. In our case, lungs are not especially small objects

compared to the image size (128 × 128), but metastases are

relatively small and can be considered as small objects. A

previous study (Zhang et al., 2021) shows that classical

architectures do not perform well on small objects. Thus, this

U-Net 3+ based network architecture is particularly suited for the

task of small object detection.

DeepMeta U-Net 3+ model enables the reconstruction of

lung volumes consistent with previous studies (Heverhagen et al.,

2004; Soutiere and Mitzner, 2004; Ribot et al., 2011), thus

ensuring the viability of this approach. Note that the chosen

supervised learning approach relies on manual data annotation

for both lungs and metastases. For example, lung segmentation

alone was performed on 8156 slices, which is both time

consuming and potentially biais-prone. A possible avenue to

augment the dataset with known ground truth could be by data

augmentation based on function decomposition from a template

(Tustison et al., 2019). This technique is promising for lung data

augmentation, but not for metastases. Indeed, these lesions have

their shape and volume that grow over time, and their location

varies among mice.

The high variability between annotators, especially for

metastases, might come from partial volume effects that can

greatly modify the volume of small metastases. For larger

metastases, especially those growing close to the heart or the

thoracic muscles, the main issue comes from the proper

delineation of the metastases, as all these structures show

similar signals on the bSSFP images.

The method presented here is the first stone to further

developments to make deep learning models more robust to

variability. First, imaging with different reception coils would

enrich the training dataset. Indeed, our study was conducted

using a prototype coil that is not widely used in imaging

laboratories. It will thus be relevant to train the DeepMeta

TABLE 4 Results of DeepMeta’s prediction on mice bearing 4T1 lung metastases.

Name Lungs volume Metastases
total volume (mm)

Metastases number

4T1_1 561.3 mm3 1.43 4

4T1_2 522.1 mm3 1.63 15

4T1_3 586.6 mm3 03 0

4T1_4 627.8 mm3 33 6

4T1_5 579.8 mm3 03 0

4T1_6 550.5 mm3 6.93 22

4T1_7 467,5 mm3 0.023 1

4T1_8 434 mm3 03 0

4T1_9 471.4 mm3 0.73 4

4T1_10 511.5 mm3 0.33 4

4T1_11 599.6 mm3 03 0

4T1_12 627.8 mm3 33 6

4T1_13 519.8 mm3 0.023 1

4T1_14 597.9 mm3 0.013 1
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models with images generated by more commonly used coils,

such as surface or volume coils. In addition, different models of

pulmonary metastases could be evaluated. Indeed, their shape

and growth pattern usually depend on the cancer cells from

which they originate. Some metastases grow along blood vessels

(co-option), while others develop neo-angiogenesis; the RENCA

cells used here grow like spheres, whereas others have a very

invasive phenotype, etc.

4.1 Limitations

Deep learning networks donot carry object semantics, which results

in the network segmenting any object that has a similar structure to the

metastases (e.g., bloodvessels). Theperformanceof thenetworkdepends

on the architecture and on the training and thus on the training dataset.

In this work, the images were acquired using the bSSFPMRI sequence,

which implies that the pre-trained DeepMeta models are expected to

perform well on similarly acquired images, but that the performance

might decrease if the images to be segmented are acquired with a

different sequence. Consequently, retraining might be necessary by

including images acquired with other MRI sequences in the training

dataset to achieve a higher level of generalization.

The bSSFP sequence has several advantages for mice

imaging. Nevertheless, the inherent banding artifacts severely

affect the quality of the images. It is thus necessary to acquire

images at multiple phase offsets, which lengthens the acquisition

time. Our MR reconstruction pipeline also required manual

selection of the most sensitive coil to the motion self-gated

signal variation and the rejecting window size. Nevertheless,

the whole reconstruction pipeline can be fully automated

through the use of an advanced signal processing pipeline

such as SSA-FARY (Rosenzweig et al., 2020).

In conclusion, we have developed a freely available and

highly reproducible deep learning model that allows

segmentation of lungs and metastases as well as the

measurement of the corresponding volumes over time in

small animal MR images without need for human intervention.
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live‑cell and super‑resolution 
imaging of membrane proteins
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Fluorescence live‑cell and super‑resolution microscopy methods have considerably advanced 
our understanding of the dynamics and mesoscale organization of macro‑molecular complexes 
that drive cellular functions. However, different imaging techniques can provide quite disparate 
information about protein motion and organization, owing to their respective experimental ranges 
and limitations. To address these issues, we present here a robust computer program, called FluoSim, 
which is an interactive simulator of membrane protein dynamics for live‑cell imaging methods 
including SPT, FRAP, PAF, and FCS, and super‑resolution imaging techniques such as PALM, dSTORM, 
and uPAINT. FluoSim integrates diffusion coefficients, binding rates, and fluorophore photo‑physics 
to calculate in real time the localization and intensity of thousands of independent molecules in 2D 
cellular geometries, providing simulated data directly comparable to actual experiments. FluoSim 
was thoroughly validated against experimental data obtained on the canonical neurexin‑neuroligin 
adhesion complex at cell–cell contacts. This unified software allows one to model and predict 
membrane protein dynamics and localization at the ensemble and single molecule level, so as to 
reconcile imaging paradigms and quantitatively characterize protein behavior in complex cellular 
environments.

Critical cellular functions such as membrane adhesion, receptor-mediated signaling, or synaptic transmission, 
involve the diffusional trapping of specific molecules in sub-cellular  compartments1,2. To quantitatively describe 
such molecular dynamics in living cells, several fluorescence imaging techniques are currently  available3 4: (1) 
single particle tracking (SPT) which resolves the motion of individual proteins at camera frame rate; (2) photo-
activation and photo-bleaching methods, namely PhotoActivation of Fluorescence (PAF) and Fluorescence 
Recovery After Photobleaching (FRAP) which infer protein turnover at the population level; and (3) Fluores-
cence Correlation Spectroscopy (FCS), which analyzes molecular dynamics by correlating intensity fluctuations. 
More recent approaches based on single molecule localization such as PhotoActivated Localization Microscopy 
(PALM)5,6, direct Stochastic Optical Reconstruction Microscopy (dSTORM)7, and Point Accumulation In Nano-
scopic Topography (PAINT)8, yield images of protein distribution at improved resolution (below 50 nm), giving 
unprecedented information about the nanoscale organization of biological  structures9.

Despite such progress in imaging power, many experimental parameters remain difficult to estimate or con-
trol, including protein expression levels, probe labeling density, potential fixation artifacts, spatial and temporal 
sampling of the recordings, and protein motion below the system resolution, such that results from different 
experimental paradigms are often difficult to  reconcile10. Thus, there is a pressing need for computer simulators 
that could unify those different imaging modes in a unique framework, estimate their respective biases, and serve 
as a predictive tool for experimenters, with the aim to quantitatively decipher protein organization and dynamics 
in living cells. Several particle-based packages relying on Monte Carlo simulations already exist to predict random 
motion and multi-state reactions of biological molecules, but either they do not integrate fluorescence properties 
or are limited to a specific type of imaging mode, and are usually not performing real-time  visualization11–18.

In this context, we provide here fast, robust, and user-friendly software (FluoSim) that allows real time simula-
tion of membrane protein dynamics in live-cell imaging (SPT, FRAP, PAF, and FCS) and super-resolution (PALM, 
dSTORM, uPAINT) modalities. We also show that FluoSim can be further used to produce large virtual data sets 
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for training deep neural networks for image  reconstruction19. This software should thus be of great interest to 
a wide community specialized in imaging methods applied to cell biology and neuroscience, with the common 
aim to better understand membrane dynamics and organization in cells.

Results
General principle of FluoSim. The FluoSim interface looks like performing a real experiment: the user 
imports a 2D cellular geometry from a microscopy image, and populates it with a realistic number of molecules 
(a parameter which depends on protein expression level, cell surface area, and labeling density) (Fig. 1a, Supple-
mental software and accompanying user manual). Kinetic parameters characterizing the diffusion and trapping 
of molecules in cellular regions of interest (ROI), are entered as inputs (Table 1). At each time increment (typi-
cally ~ 1–100 ms, adjusted to sensor acquisition rates), the algorithm updates the instantaneous positions of all 
molecules based on random number generation. Photo-switching rates of organic fluorophores or fluorescent 
proteins attached to the proteins of interest, further determine the fluorescence intensity associated to each 
molecule over time. The algorithm is optimized to visualize in real time the cellular system and provide post-
processing information including molecule trajectories, image stacks, and output graphs (i.e. histograms of dif-
fusion coefficients, FRAP, PAF, and FCS curves). Examples of simulated data sets for a realistic range of param-
eter values are given in Fig. S1. Moreover, since the positions of molecules are known with near-infinite accuracy, 
the program can generate super-resolved images comparable to those obtained with PALM or dSTORM, after 
introducing additional parameters describing protein labeling density, fluorophore duty cycle, and localization 
precision of the system. Finally, various levels of noise were introduced in the simulator, including a Poisson shot 
noise characterizing intensity fluctuations of individual fluorescent molecules, and a Gaussian readout noise 
applied around the camera  offset20,21. This approach led to the simulation of very realistic images that closely 
matched those obtained by Total Internal Reflection Fluorescence (TIRF) imaging of single GFP-tagged mol-
ecules immobilized on a glass substrate (Fig. S2). A complete view of the parameters used in each experimental 
paradigm is available from the individual examples provided in the software menu.

Experimental system to validate FluoSim. To thoroughly validate FluoSim, we performed SPT, 
dSTORM, FRAP, and FCS experiments essentially on the canonical neurexin-neuroligin complex that mediates 
trans-synaptic adhesion in  neurons22. We used COS-7 cells as a model expression system because they form 
large and flat lamellipodia that can be approximated as 2D environments for membrane diffusion. Cells were 
separately electroporated with recombinant GFP-tagged neurexin-1β (GFP-Nrx1β) and mCherry-tagged neu-
roligin-1 (Nlg1-mCherry), then cultured together for 24 h (Fig. 1b–d). Both molecules reached the cell mem-
brane and accumulated at cell–cell contacts (GFP-Nrx1β enrichment = 3.9 ± 0.5, n = 20 cells), revealing adhesive 
interactions.

Simulations of SPT experiments. First, we experimentally tracked single GFP-Nrx1β molecules labeled 
with Atto647N-conjugated anti-GFP nanobody at 50 Hz using  uPAINT8,23,24. Nrx1β exhibited fast free diffusion 

Figure 1.  Schematics of the simulator and experimental system. (a) General principle of FluoSim. (b) Contact 
between two COS cells, one expressing GFP-Nrx1β (green) and the other expressing Nlg1-mCherry (magenta), 
resulting in molecule accumulation through adhesive interactions (yellow zone). (c) Diagram showing a zoomed 
section of the cell–cell interface at the coverslip; the yellow beam represents oblique laser illumination. (d) 
Cartoon of Nrx1β diffusional trapping by Nlg1 in a cell–cell contact.



3

Vol.:(0123456789)

Scientific Reports |        (2020) 10:19954  | https://doi.org/10.1038/s41598-020-75814-y

www.nature.com/scientificreports/

outside the adhesive contact  (Dout = 0.3 µm2/s), and was slowed down by ~ tenfold in the contact, reflecting the 
formation of Nrx1β-Nlg1 bonds between apposed membranes  (Dtrap = 0.04 µm2/s) (Fig. 2a,c). Nrx1β molecules 
often bounced at the contact border, revealing steric hindrance to penetrate the narrow cell–cell  junction25, an 
effect which was described by a crossing probability  (Pcrossing < 1) (Fig. 2d). Next, we simulated Nrx1β diffusion 

Figure 2.  Fitting SPT experiments. (a) Raw image of a COS-7 cell expressing GFP-Nrx1β sparsely labeled with 
Atto647N-conjugated GFP nanobody (white signal). (b) Image of simulated molecules in the same geometry. 
Rectangles highlight the interface between the cellular region with freely diffusing GFP-Nrx1β molecules (blue 
outline), and the contact region with a cell expressing Nlg1-mcherry (yellow outline). On the right, a zoom 
on this ROI shows single molecule trajectories for both experiments and simulations. The diffusion coefficient 
expressed in log scale is color coded. (c) Distributions of GFP-Nrx1β diffusion coefficients for experiments 
(circles, average ± sem of 3 cells, 4145 trajectories in contact and 4867 outside contacts) and simulations (dashed 
lines, 5 repetitions, 8757 trajectories in contact and 2645 trajectories outside contacts) on a semi-log plot. The 
Spearman correlation coefficient comparing experiment and simulation was r = 0.85 (P < 0.001, n = 36 bins) for 
contact regions, and r = 0.81 (P < 0.001, n = 36 bins) for outside regions. (d) Representative examples of single 
molecule trajectories at the interface: (left) a molecule escapes the contact and diffuses out freely, or enters the 
contact and gets trapped; (right) a molecule stays stuck in the contact with low diffusion, or bounces on the 
contact without entering it.
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using FluoSim (Fig. 2b). We used the diffusion coefficients obtained experimentally and defined a sparse number 
of molecules (250) corresponding to the number of experimental detections per frame, together with two kinetic 
rates describing the Nrx1β-Nlg1 interaction taken from the literature  (kon = 0.15 s−1 and  koff = 0.015 s−1)26,27. We 
also chose realistic photophysics parameters  (kon

Fluo = 1 s−1 and  koff
Fluo = 3 s−1) to match experimental trajectory 

number and duration, and single molecule rendering parameters for Atto647N (σ = 0.22 µm, FWHM = 0.53 µm). 
Using these parameters, FluoSim generated diffusion coefficient distribution curves inside and outside the con-
tact that aligned well on experimental data (Fig. 2c). Experimental distributions were somewhat more spread 
than theoretical ones, most likely because of local membrane heterogeneities which are not accounted for in the 
model.

Simulations of dSTORM experiments. To simulate dSTORM experiments that were experimentally 
performed on GFP-Nrx1β using saturating labeling with Alexa647-conjugated GFP nanobody (Fig.  3a), we 
introduced a relatively large number of molecules in the imported geometry (70,000, corresponding to the sum 
of experimental detections per frame integrated over the cell surface area), and set all diffusion coefficients 
to zero to mimic cell fixation. To simulate stochastic fluorescence emission of  Alexa64728, we calculated the 
switch-on  (kon

Fluo =  0.006  s−1) and switch-off  (koff
Fluo =  9.3  s−1) rates of Alexa647 fluorophores from isolated 

Alexa647-conjugated nanobodies in dSTORM imaging conditions (Fig. 3c). We then simulated the accumula-
tion of single molecule localizations for 80,000 frames, including a realistic localization precision (σ = 25 nm, 
FWHM = 58 nm), to mimic the experimental super-resolved maps of Nrx1β distribution (Fig. 3b). Simulated 
images had intensity values very similar to experimental ones, but as expected from an idealistic model, could 
not capture specific membrane features (e.g. ruffles) seen experimentally (also see Fig. S4 for a more homogene-
ous cell–cell contact).

Training of deep neural networks for image reconstruction. Deep learning is becoming increasingly 
popular for image reconstruction in fluorescence  microscopy19,29,30. Convolutional Neural Networks (CNNs) are 
especially relevant for image treatment and have to be trained using large exemplary data sets obtained either 
experimentally, or from simulations. In this context, we tested the ability of FluoSim to train deep CNNs based 
on simulated data. We generated large image sets of randomly distributed single molecules represented as Gauss-
ian intensity profiles plus Poisson noise, together with their localization maps as ground truth, and trained the 
previously described CNN called Deep-STORM19. FluoSim-trained Deep-STORM network was able to faith-
fully reconstruct super-resolved maps of both simulated and experimentally-observed microtubules, from single 
molecule localization image stacks (Figs. S3-S4). Strikingly, the CNN worked well at both low and high single 
molecule density, thus offering a considerable gain in acquisition time (× 20) for an equivalent  resolution29. 
FluoSim-trained Deep-STORM network also allowed the reconstruction of images of Nrx1β-Nlg1 contacts that 
were comparable to images obtained with PALM-Tracer31, or to images directly simulated by FluoSim (Fig. S5). 
FluoSim can therefore be used to train deep CNNs.

Simulations of FRAP experiments. To challenge the simulator against ensemble measurements, we 
performed FRAP experiments on GFP-Nrx1β expressed in COS-7 cells. GFP-Nrx1β accumulates at cell–cell 
contacts when the opposite cell expresses its molecular partner Nlg1 (Fig. 4a) and shows slower recovery in 
the adhesive contact as compared to membrane regions not in contact with other cells (Fig. 4b,e). To mimic 
these experiments, we introduced a large number of molecules in the simulator (up to 150,000) and generated 
fluorescence-like images by defining a Gaussian intensity profile for each GFP-tagged molecule (σ = 0.17 µm, 
FWHM = 0.47 µm). Taking kinetic parameters from the literature  (kon = 0.15 s−1 and  koff = 0.015 s−1) and an inter-
mediate porosity (Pcrossing = 0.3), the simulated images at steady state predicted Nrx1β enrichment in the contact 
area that matched experimental values (Fig. 4c,d). To induce local photo-bleaching, we chose a bleaching rate 
 (koff

Bleach = 4.25 s−1) reproducing the initial drop of fluorescence observed experimentally (~ 75% in 400 ms). 
Using those coefficients plus the diffusion parameters determined from SPT, FRAP simulations accurately 
reproduced experimental data (Fig. 4e).

Simulations of PAF experiments. PAF, which can be viewed as the mirror of a FRAP experiment, is also 
very popular to estimate membrane molecule dynamics in specific cellular  compartments32. We thus confronted 
FluoSim with actual PAF experiments performed on COS-7 cells expressing Nrx1β fused to photoactivatable 
GFP (PAGFP-Nrx1β). Because PAGFP is non-fluorescent in the absence of photo-stimulation, cells were co-
electroporated with BFP for detection. Characteristic adhesive contacts were formed between cells expressing 
PAGFP-Nrx1β, and co-cultured cells expressing Nlg1-mcherry (Fig. 5a,c). PAGFP-Nrx1β was turned on with 
a brief pulse of 405 nm laser and the fluorescence decay due to protein diffusion and turnover was recorded 
for 2 min (Fig. 5b,d). As expected from SPT and FRAP data, the fluorescence decay was slower for PAGFP-
Nrx1β making contact with Nlg1-mcherry, compared to freely diffusing PAGFP-Nrx1β outside contact regions 
(Fig. 5e). In FluoSim, we introduced similar numbers of molecules, diffusion coefficients and kinetic rates as for 
FRAP. To match the sudden increase in PAGFP-Nrx1β fluorescence intensity at time zero, the photo-activation 
rate was raised from 0 to 1 s−1 for 300 ms. Given this set of parameters, the PAF simulations fit very well the 
experimental data (Fig. 5e).

Simulations of FCS experiments. To further validate the simulator in conditions of intermediate molec-
ular density, we performed FCS  experiments33 by recording intensity fluctuations over time for Atto647N-nan-
obody bound to GFP-Nrx1β, in a diffraction-limited laser spot (Fig. 6a,b). As expected from slower diffusion, 
the autocorrelation function obtained for Nrx1β in the adhesive contact was shifted to the right compared to the 
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free region, with a small photo-bleaching bias due to longer residence times (Fig. 6e). Again, the simulations per-
formed with an intermediary number of molecules introduced in FluoSim, matched experimental FCS curves 
with the same set of kinetic and photophysical parameters used for SPT, FRAP, and PAF (Fig. 6c–e).

Discussion
In summary, FluoSim allows a prediction and comparison of membrane protein dynamics in a wide range of 
fluorescence cell imaging modes, with a precise control of the relevant kinetic, photo-physical, and acquisition 
parameters determining measurement outputs. The program is intended to help biologists adjust and interpret 
their experiments on a variety of cellular systems, and serve as a teaching resource in bio-imaging programs.

Figure 3.  Fitting SRI experiments. (a) Representative single frame image of a STORM sequence performed 
on GFP-Nrx1β labeled with Alexa647-conjugated GFP nanobody, and corresponding super-resolved image 
generated from 3.57 × 106 single molecule localizations (pixel size 32 nm, total acquisition time 1600 s). 
The number of molecules detected per pixel is color coded. (b) Simulated image showing single molecule 
fluorescence emission in the same cell geometry, and corresponding super-resolved map with a localization 
precision of 58 nm (FWHM). The total number of detections is 3.61 × 106. (c) Fluorescence emission over time 
from an isolated Alexa647-conjugated GFP nanobody bound to the glass coverslip in a STORM sequence, and 
simulated emission of fluorescence of an immobile molecule obtained with switch-on and -off rates of 0.006 s−1 
and 9.3 s−1, respectively.
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Figure 4.  Fitting FRAP experiments. (a) Representative images of COS-7 cells expressing GFP-Nrx1β 
either not forming contact (left), or forming contact with another cell expressing Nlg1-mCherry (right). (b) 
Corresponding FRAP sequences on the zoomed square areas (bleached circle diameter = 2.8 µm). Intensity is 
color coded. (c,d) Simulated images of the same cell geometries filled with 150,000 fluorescent molecules, and 
corresponding FRAP sequences. (e) Normalized FRAP curves obtained by experiment (closed circles) outside 
(mean ± sem of 6 cells, 44 bleached regions) or inside contact regions (mean ± sem of 18 cells, 144 bleached 
regions) and corresponding simulations (solid curves, average of 30 repetitions each, sem < 1% mean, not 
shown). The Spearman correlation coefficient comparing experiment and simulation was r = 1.0 (P < 0.001, 
n = 21 time points) for contact regions, and r = 0.98 (P < 0.001, n = 43 time points) for outside regions.
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Figure 5.  Fitting PAF experiments. (a,c) Representative images of COS-7 cells co-expressing BFP (blue) plus 
PAGFP-Nrx1β, and either not forming contact, or forming contact with another cell expressing Nlg1-mCherry 
(red). The cell geometry (blue contour) is entered in the simulator, together with the contact region (yellow 
line). (b,d) Corresponding PAF sequences on zoomed areas (dashed squares), where the photoactivated spot 
is indicated in white (circle of diameter = 2.8 µm). The experimental and simulated images are shown on 
top of each other for the indicated time points. Fluorescence intensity is color coded. (e) Graph showing the 
fluorescence intensity normalized between 0 and 1 for PAF experiments performed outside (blue circles) or 
inside (orange circles) contact regions (mean ± sem of 5 cells/1 PAF region per cell, and 3 cells/2 PAF regions 
per cell, respectively). The corresponding simulations (solid curves) represent the average of 20 repetitions 
(sem < 2% mean, not shown). The Spearman correlation coefficients comparing experiment and simulation was 
r = 0.998 for contact regions, and r = 0.995 for outside regions (P < 0.0001, n = 32 time points in both conditions).
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Figure 6.  Fitting FCS experiments. (a) Images of Atto647N-conjugated GFP nanobody bound to COS cells 
expressing GFP-Nrx1β not forming contact (left), or forming contact with a cell expressing Nlg1-mCherry 
(right). A 642 nm focused laser beam of 0.6 µm FWHM was parked in contact or no-contact regions, and 
square images of the illuminated area (1 µm × 1 µm) were collected at 200 or 500 Hz, respectively. (b) Intensity 
fluctuations over time in the two regions (color), above the camera noise (grey). Insets represent images 
acquired at the indicated times (stars). Intensity is color coded. (c,d) Simulated images using the same cell 
geometries populated with 2500 and 200 molecules, respectively, and corresponding intensity fluctuations. 
(e) Normalized autocorrelation functions for FCS experiments (dashed curves) performed outside (2 cells/10 
recordings) and inside contact regions (1 cell/3 recordings), and corresponding simulations (solid curves, 
average of 10 repetitions each).
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FluoSim reproduced a wide range of experimental results (SPT, FRAP, PAF, FCS, SRI) on the Nrx1β-Nlg1 
membrane complex using a unique set of parameters extracted from published in-vitro studies and/or taken 
from our own  measurements26,27, thereby giving strong credit to the correlative approach. The program is very 
fast and robust, and should be applicable to model a wide range of 2D-like dynamic molecular systems experi-
encing membrane diffusion and transient confinement, for example integrins at focal contacts in  fibroblasts34,35, 
cadherins at cell–cell  contacts36–38, neuronal adhesion proteins and neurotransmitter receptors at  synapses24,39,40, 
and trapping of membrane molecules by lipid rafts or cytoskeletal  interactions41–43.

Independently of changes in the fluorescence parameters, FluoSim can also be used to predict changes in the 
sub-cellular distribution of membrane proteins over time, induced by the modification of diffusion coefficients 
 (Dout,  Din,  Dtrap) or kinetic rates  (kon,  koff). For example, the effect of cross-linking surface receptors with antibod-
ies can be simulated by a decrease in diffusion  coefficients44,45. Moreover, changes in the parameters  kon and  koff 
in FluoSim can mimic the action of pharmacological agents, competing peptides, and chemo- or opto-genetic 
stimulations that modulate specific protein–protein interaction rates. For instance, cell-permeant peptides com-
peting with glutamate receptor anchorage to scaffolding proteins rapidly decrease receptor density at  synapses46, 
a process that is mimicked by changing the binding rates of receptors to their post-synaptic  scaffold45. Similarly, 
long term potentiation (LTP) and long term depression (LTD) can be simulated by modulating the AMPA 
receptor/scaffold affinity, providing insight on the molecular mechanisms underlying synaptic  plasticity45,47.

We believe that this quantitative simulation approach will be of great help to optimize experimental design, 
especially regarding the choice of various parameters such as fluorophores, control of laser powers, acquisition 
frame rate, and overall timing of the experiment with respect to the internal dynamics of the molecular system, 
thus replacing lengthy experimental adjustments and saving research time. The software can also be used to test 
the robustness and predictions of single molecule tracking algorithms that have been implemented those past 
years, e.g. SR-Tesseler and  InferenceMap48–50. Compared to existing software such as PyFRAP, SuReSim, FERNET, 
or  MCell13–15, FluoSim integrates many fluorescence modalities into a single program and achieves real-time 
display (Supplementary Table 1). In its present version, FluoSim is limited to Brownian motion and first order 
molecular reactions, but sub- or super-diffusive behaviors as well as more complex multi-state molecular reac-
tions might be implemented on a case-by-case basis, depending on user needs (Table 1).

Finally, with the advent of single-molecule based super-resolution microscopy such as PALM and STORM, 
many new questions arise regarding the degree of labeling needed, and the number of single molecule localiza-
tions to accumulate in order to reconstruct a realistic image of biological structures, with the risk of finding 
artificial properties in under-sampling  conditions10. By varying the number of molecules, type of fluorophore 
attached to them, localization precision, and length of the acquisition sequence, the software is able to determine 

Table 1.  Simulator parameters. a See the methods above for the specific molecule numbers and photo-physical 
parameters used in the various imaging modes (SPT, STORM, FRAP, PAF, FCS).

Category Parameter Notation Unit/format

Geometry

Reference image .TIFF, PNG, JPG, GIF

Image pixel size µm/pixel

Region file .rgn or .roi

FRAP laser spot 2.8 µm

FCS laser spot width σFCS 0.25 µm

Molecules
Numbera 1–150,000

Initial position Uniform or estimated

Times
Simulation durationa 1000–100,000 frames

(40–1600 s)

Time step Δt 2–100 ms

Diffusion coefficients

Outside contact Dout 0.3 µm2/s

Inside contact Din 0.3 µm2/s

Trapped Dtrap 0.04 µm2/s

Crossing probability Pcrossing 25–70%

Kinetics
Binding rate kon 0.15 s−1

Unbinding rate koff 0.015 s−1

Photophysics

Switch-on  ratea kon
Fluo 0.005–5 s−1

Switch-off  ratea koff
Fluo 0–10 s−1

Bleaching  ratea koff
Bleach 0.4–4 s−1

Activation  ratea koff
Activ 1–2 s−1

Export files

SPT or SRI images .TIFF or multi-TIFF

SPT trajectories .trc

SPT histogram .txt

FRAP curves .txt

FCS fluctuations and autocorrelation .txt
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the conditions for faithful detection of the biological sample. The capacity of FluoSim to mimic molecule dynam-
ics might also be used in the near future to train the next generation of CNNs for the analysis of live imaging 
 experiments51.

Methods
DNA plasmids. GFP-Nrx1β was a gift from M. Missler (Münster University, Germany). PA-GFP-Nrx1β was 
generated by amplifying PA-GFP32 (a gift of J. Lippincott-Schwartz, Janelia Research Campus, USA) with the two 
primers PAGFP-3F (5′-cgGCT AGC GGA GCA GGAatggtgagcaagggcgagg-3′) and PAGFP-4R (5′-cgGCT AGC 
TCC TGC TCC CTT GTA CAG CTC GTC CATGC-3′) and inserting it into GFP-Nrx1β in place of GFP at NheI/
NheI sites. Proper insert orientation was verified by restriction and sequencing. HA-tagged Nlg1 obtained from 
P. Scheiffele (Biozentrum, Basel) was used as a backbone to construct Nlg1-mCherry, by inserting mCherry 
intracellularly at position -21aa before the C-terminus. The HA-Nlg1 sequence was moved from the pNice vec-
tor into a pcDNA vector at the HindIII/ NotI sites. Two PCRs were performed on Nlg1: the first  one from 
the KpnI site (located inside the Nlg1 sequence) to the insert position of mCherry (AgeI site added), and the 
other one from the mCherry site insertion (Nhe added) to the end of Nlg1 (NotI). The mCherry gene (AgeI/
NheI) was obtained by PCR on pmCherry-N1 (Clontech). A four-fragment ligation was then done to obtain the 
final construct (HindIII-HA-Nlg1-AgeI-mCherry-NheI-Nlg1Cter-NotI). The plasmid for bacterial expression 
of the anti-GFP  nanobody52 was a kind gift from A. Gautreau (Gif-sur-Yvette, France). The bacterial production 
of anti-GFP nanobody, purification, and conjugation to organic dyes (Atto647N or Alexa647), was described 
 previously24.

Cell culture and electroporation. COS-7 cells (ATCC) were cultured in Dulbecco’s modified Eagle’s 
medium (DMEM; GIBCO/BRL) supplemented with 10% fetal bovine serum (FBS), 100 units  mL−1 penicillin, 
and 100 µg mL−1 streptomycin, in a 37 °C-5%  CO2 atmosphere. One day before the experiments, cells were rinsed 
twice in warm PBS, trypsinized for 5 min, mixed in culture medium, and centrifuged for 5 min at 1000 rpm. 
The cell pellet was suspended in 100 µL electroporation medium and electroporated for either GFP-Nrx1β or 
NLG1-mCherry plasmids with the Amaxa Nucleofector system (Lonza), using 500,000 cells per cuvette and 3 µg 
DNA. Electroporated cells were mixed in culture medium, seeded on 18 mm glass coverslips at a concentration 
of 50,000–80,000 cells per coverslip, cultured in 12-well plates, and imaged 24–48 h after electroporation.

Single molecule pull‑down. Single molecule pull-down of GFP-Nrx1β molecules was performed essen-
tially as  described53,54. Briefly, cleaned glass coverslips (VWR) were treated with N-(2-aminoethyl)-3-amino-
propyltrimethoxysilane (United Chemical Technologies, #A0700), then incubated with mPEG-succinimidyl 
valerate (SVA) containing a 1:100 fraction of biotin PEG-SVA (both from Laysan Bio MW 5000 Da). Coverslips 
were dried and stored at − 20 °C. Just before the experiment, coverslips were incubated with 1 µM NeutrAvidin 
for 5 min (Invitrogen, A2666), followed by 10 nM biotinylated anti-GFP antibody for 15 min (ABCAM, 6658), 
both diluted in T50 buffer (10 mM Tris-HCl, 50 mM NaCl, pH = 7.5). Two days before the experiment, HEK 
cells were transfected with GFP-Nrx1β using Lipofectamine (Invitrogen) in optiMEM buffer. Two hours before 
the experiment, cells were detached in Ca-free PBS (30 min, 37 °C), then centrifuged at 3000 rpm for 2 min. 
The cell pellet was dissolved in 100 μL lysis buffer containing 150 mM NaCl, 10 mM Tris-HCl, 1 mM EDTA, 1% 
Igepal, and protease inhibitor cocktail (Pierce). Samples were rotated for 2 h at 4 °C to solubilize proteins, then 
centrifuged at 14,000 rpm for 15 min to remove aggregates. The supernatant was kept on ice and diluted 1:200 
in observation solution (135 mM NaCl, 5 mM KCl, 2 mM  CaCl2, 1 mM  MgCl2, 10 mM HEPES, 4 mM Trolox, 
40 mM d-glucose, 0.03% Igepal, pH = 7.4). 100 µL of this mix was added to glass substrates for several minutes, 
then rinsed out with fresh solution when the molecular density reached about 100 per field of view (65 × 65 µm). 
Single GFP-Nrx1β molecules were observed with a 488 nm laser under TIRF illumination on an inverted Olym-
pus microscope equipped with a 63 ×/1.45 NA objective and an EMCCD camera (Andor Ixon). GFP-Nrx1β 
molecules did not stick to a control coverslip containing no anti-GFP antibody, revealing binding specificity to 
the GFP tag. Acquisition sequences of 500 frames were recorded at 30 Hz, resulting in the photobleaching of 
nearly all immobilized GFP-Nrx1β molecules. Images were analyzed using Metamorph by measuring the aver-
age fluorescence intensity in small regions drawn around individual molecules.

Single molecule tracking (uPAINT). Universal point accumulation in nanoscale topography (uPAINT) 
experiments were carried out as  reported8. Cells were mounted in Tyrode solution (15 mM d-glucose, 108 mM 
NaCl, 5 mM KCl, 2 mM  MgCl2, 2 mM  CaCl2 and 25 mM HEPES, pH 7.4) containing 1% globulin-free BSA 
(Sigma A7638) in an open Inox observation chamber (Life Imaging Services, Basel, Switzerland). The chamber 
was placed on a fully motorized inverted microscope (Nikon Ti-E Eclipse) equipped with perfect focus system, a 
thermostatic box (Life Imaging Services) providing air at 37 °C, and an APO TIRF 100 ×/1.49 NA oil immersion 
objective. GFP-and mCherry expressing cells were detected using a mercury lamp (Nikon Xcite) and the follow-
ing filter sets (SemROCK): EGFP (Excitation: FF01-472/30; Dichroic: FF-495Di02; Emission: FF01-525/30) and 
mCherry (Excitation: FF01-543/22; Dichroic: FF-562Di02; Emission: FF01-593/40). Cells expressing GFP-Nrx1β 
were labeled using a low concentration of Atto647N-conjugated GFP nanobody (1 nM). A four-colour laser 
bench (405/488/561 nm lines, 100 mW each; Roper Scientific, and 1 W 642 nm line, MPB Communications Inc., 
Canada) is connected through an optical fiber to the Total Internal Reflection Fluorescence (TIRF) illumination 
arm of the microscope. Laser power was controlled through an acousto-optical tunable filter (AOTF) driven by 
the Metamorph software (Molecular Devices). Atto647N was excited with the 642 nm laser line (~ 2 mW at the 
objective front lens), through a four-band beam splitter (BS R405/488/561/635, SemRock). Samples were imaged 
by oblique laser illumination, allowing the excitation of individual Atto-conjugated ligands bound to the cell 
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surface, without illuminating ligands in solution. Fluorescence was collected on an EMCCD camera with 16 µm 
pixel size (Evolve, Roper Scientific, Evry, France), using a FF01-676/29 nm emission filter (SemRock). Stacks of 
4000 consecutive frames were obtained from each cell with an integration time of 20 ms, using the Nikon perfect 
focus system to avoid axial drift. Images were analyzed using PALM-Tracer, a program running on Metamorph 
and based on wavelet segmentation for molecule localization and simulated annealing algorithms for track-
ing (generously provided by JB Sibarita, Bordeaux)55. This program allows the tracking of localized molecules 
through successive images. Trajectories longer than 20 frames (400 ms) were selected. The diffusion coefficient, 
D, was calculated for each trajectory, from linear fits of the first 4 points of the mean square displacement (MSD) 
function versus time. Trajectories with displacement inferior to the pointing accuracy (~ 50 nm in uPAINT con-
ditions) whose MSD function cannot be fitted are arbitrarily taken as D = 10−5 µm2 s−1.

dSTORM experiments. COS-7 cells expressing GFP-Nrx1β were surface-labeled with a high concentra-
tion (100 nM) of Alexa647-conjugated GFP Nanobody in Tyrode solution containing 1% globulin-free BSA 
(Sigma A7638) for 10 min, rinsed and fixed with 4% PFA-0.2% glutaraldehyde in PBS for 10 min at room tem-
perature, and stored in PBS at 4 °C until imaging. For microtubule staining, COS-7 cells were rinsed twice in 
PBS, fixed using 4% PFA-20% sucrose for 15 min at room temperature, washed 3 times in PBS, and incubated 
with 50 mM  NH4Cl in PBS for 10 min. After fixation, cells were washed 3 times in PBS, permeabilized using 
0.2% Triton-X 100 for 10 min, washed in PBS, blocked in 1% BSA-PBS for 30 min, and incubated with anti-α-
tubulin (Thermofisher MA1-80017, 1:500) overnight at 4 °C. The next day, cells were washed 3 times in PBS, and 
incubated 45 min with secondary goat-anti-rat-Alexa647 antibody (ThermoFisher A21247, 1:800) and kept in 
PBS before dSTORM imaging.

Cells were imaged in Tris‐HCl buffer (pH 7.5) containing 10% glycerol, 10% glucose, 0.5 mg/mL glucose 
oxidase (Sigma), 40 mg/mL catalase (Sigma C100-0.1% w/v), and 50 mM β-mercaptoethylamine (MEA) (Sigma 
M6500)56. The same microscope described for uPAINT was used. Pumping of Alexa647 dyes into their triplet 
state was performed for several seconds using ~ 60 mW of the 642 nm laser at the objective front lens. Then, a 
lower power (~ 30 mW) was applied to detect the stochastic emission of single-molecule fluorescence, which was 
collected using the same optics and detector as described above for uPAINT. 10–20 streams of 3000–4000 frames 
each were acquired at 50 Hz. To generate images intended to test deep CNN algorithms, a higher density of fluo-
rescent molecules was generated by turning on the 405 nm laser power to 5 mW during acquisition. Multi-color 
100-nm fluorescent beads (Tetraspeck, Invitrogen) were used to register long-term acquisitions and correct for 
lateral drift. The localization precision of our imaging system in STORM conditions is around 60 nm (FWHM). 
Stacks were analyzed using the PALM-Tracer program, allowing the reconstruction of a unique super-resolved 
image of 32 nm pixel size (zoom 5 compared to the original images) by summing the intensities of all localized 
single molecules (1 detection per frame is coded by an intensity value of 1).

FRAP experiments and analysis. COS-7 cells expressing GFP-Nrx1β in co-culture with cells expressing 
Nlg1-mCherry were mounted in Tyrode solution, and observed under the same set-up used for uPAINT and 
STORM. The laser bench has a second optical fiber output connected to an illumination device containing two 
x/y galvanometric scanning mirrors (ILAS, Roper Instrument) steered by MetaMorph. It allows precise spatial 
and temporal control of the focused laser beam at any user-selected region of interest within the sample for 
targeted photo-bleaching. Switching between the two fibers for alternating between imaging and bleaching is 
performed in the ms time range using an AOTF. Oblique illumination was performed using the 491 nm beam at 
low power (0.3 mW at the front of the objective) to image GFP-Nrx1β molecules in the plasma membrane close 
to the substrate plane. After acquiring a 10 s baseline at 1 Hz frame rate, rapid selective photo-bleaching of 3–9 
circular areas of diameter 2.8 µm was achieved at higher laser power (3 mW at the objective front lens), during 
400 ms. Fluorescence recovery was then recorded immediately after the bleach sequence for 80 s. The recording 
period included three phases with decreasing frame rate ranging from 2 to 0.1 Hz. Observational photo-bleach-
ing was kept very low, as assessed by observing control unbleached areas nearby. FRAP curves were obtained 
by computing the average intensity in the photobleached area, after background subtraction, and normalized 
between 1 (baseline) and 0 (time zero after photo-bleaching).

PAF experiments and analysis. COS-7 cells co-expressing BFP and PAGFP-Nrx1β in co-culture with 
cells expressing Nlg1-mCherry were mounted in Tyrode solution, and observed under the microscope as 
described for FRAP experiments. Oblique illumination was carried out using the 491 nm beam at low power 
(0.3 mW at the front of the objective) to image membrane PAGFP-Nrx1β molecules close to the substrate. After 
acquiring a 12 s baseline at 0.3 Hz frame rate, photo-activation of 1–2 circular areas of diameter 2.8 µm was 
achieved with the focused 405 nm laser beam (1.5 mW at the objective front lens), during 300 ms. Fluorescence 
decay was then recorded for 80–100 s, with decreasing frame rate ranging from 2 to 0.1 Hz. PAF curves were 
normalized between 0 and 1, by dividing the intensity in the photoactivated area over time by the maximal 
intensity recorded immediately after the photo-activation pulse, after subtracting the baseline from both values.

FCS experiments and analysis. COS-7 cells expressing GFP-Nrx1β were surface-labeled at an intermedi-
ate concentration (10 nM) of Atto647N-conjugated GFP nanobody for 5 min at 37 °C, then mounted in Tyrode 
solution on the same microscope. The 642 nm laser beam was parked on a region of interest, either on the free 
cell membrane, or in the cell–cell contact area. The laser was kept at low power (3% of 100 mW, i.e. ~ 0.2 mW 
at the objective front lens) to avoid photo-bleaching the organic dye. Using glass coverslips coated with pol-
ylysine and higher concentrations of Atto647N-conjugated nanobody (100 nM) to provide a uniform density, 
we independently measured the Gaussian intensity profile of the laser beam, which gave a standard deviation 
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σFCS = 0.26 µm (FWHM = 0.6 µm). Intensity fluctuations due to Nrx1β molecules entering and leaving the laser 
spot by membrane diffusion, were detected using a second camera (Hamamatsu Orca Flash 4.0) on the opposite 
port of the microscope. A square area of 16 × 16 pixels (1 µm × 1 µm) centered on the laser spot was chosen, and 
streams of 60,000 images at binning 4 were acquired through the Hokawo software (Hamamatsu) at 200 Hz or 
500 Hz, for the study of cell–cell contacts or free regions, respectively. Control stacks with the laser off were 
acquired to record the camera readout noise. The integrated intensity of each image was read from the multi-
TIFF stacks, from which the average camera noise was subtracted, and the autocorrelation function was com-
puted using custom-made routines written in C++, and normalized by its first value.

FluoSim simulations. A general description of the FluoSim algorithm and the list of simulations per-
formed to match the experiments, together with the precise set of parameters used in each imaging mode, is 
available in the Supplementary material.

Data availability
The authors declare that all data supporting the findings of this study are available within the paper and its 
supplementary information files. The software FluoSim (v1.0) is released under a GNU GPL v3 license as sup-
plementary material accompanying this manuscript, and as an archive that can be downloaded at https ://www.
iins.u-borde aux.fr/SOFTW ARE. The FluoSim (v1.0) release and its source code are available at https ://githu 
b.com/mlaga rdere /FluoS im under the same license.
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Prediction of RNA subcellular localization:
Learning from heterogeneous data sources

Anca Flavia Savulescu,1,* Emmanuel Bouilhol,2,3 Nicolas Beaume,4 and Macha Nikolski2,3,*

SUMMARY

RNA subcellular localization has recently emerged as a widespread phenomenon,
which may apply to the majority of RNAs. The two main sources of data for char-
acterization of RNA localization are sequence features and microscopy images,
such as obtained from single-molecule fluorescent in situ hybridization-based
techniques. Although such imaging data are ideal for characterization of RNA dis-
tribution, these techniques remain costly, time-consuming, and technically chal-
lenging. Given these limitations, imaging data exist only for a limited number
of RNAs. We argue that the field of RNA localization would greatly benefit
from complementary techniques able to characterize location of RNA. Here we
discuss the importance of RNA localization and the current methodology in the
field, followed by an introduction on prediction of location of molecules. We
then suggest a machine learning approach based on the integration between im-
aging localization data and sequence-based data to assist in characterization of
RNA localization on a transcriptome level.

THE IMPORTANCE OF RNA SUBCELLULAR LOCALIZATION

Gene expression in eukaryotes is regulated at various stages of the life cycle of RNA molecules, including

transcription initiation, RNA processing, stability, subcellular localization, and translation into protein in the

case of mRNAs, stages which are often linked. Subcellular localization of RNA transcripts leads to restric-

tion of translation in a spatial and temporal manner (Bashirullah et al., 1998; Besse and Ephrussi, 2008;

Jansen, 2001; Kloc et al., 2002; Martin and Ephrussi, 2009; Mardakheh et al., 2015; Zappulo et al., 2017; Sa-

vulescu et al., 2021), as well as serving to avoid toxicity of protein products and to corroborate rapid cellular

responses (Shahbabian and Chartrand, 2012). Early studies in the field of RNA subcellular localization inves-

tigated the subcellular location of one and up to a few mRNA transcripts in developmental models, such as

the Drosophila embryo and Xenopus oocyte, determining morphogen gradients and cellular fates (Mac-

donald and Struhl, 1998; Tautz and Pfeifle, 1989), as well as polarized cells such as migrating fibroblasts,

budding yeast, and neuronal cells (Mili et al., 2008; Martin and Ephrussi 2009; Batish et al., 2012; Buxbaum

et al., 2014; Tzingounis andNicoll, 2006; Yasuda et al., 2017). However, recent years have seen an increasing

number of studies in various organisms/models of RNA subcellular localization, resulting in the consensus

that RNA subcellular localization is indeed not limited to a handful of RNAs in a small number of systems but

rather a widespread phenomenon, which may apply to the majority of cellular RNAs, including non-coding

RNAs (Bouvrette et al., 2017; La Manno et al., 2018; Lécuyer et al., 2007; Moor et al., 2017; Sharp et al., 2011;

Weis et al., 2013; Cabili et al., 2015; Zappulo et al., 2017).

The subcellular location of the RNA can influence which proteins will bind the transcript, contributing to the

RNA’s fate, such as directing it toward degradation, increasing/decreasing its rate of translation, and

determining molecular interactions. Consequently, the spatial distribution of the RNA can potentially influ-

ence the cellular concentration and location of its protein product (Brangwynne et al., 2009; Katz et al.,

2012, 2016; Moor et al., 2018; Savulescu et al., 2021), which can, in turn, affect the cell’s function and capac-

ity to interact with adjacent cells or react to various environmental cues. Similarly, association of transcripts

with specific cellular structures (Hughes and Simmonds, 2019; Khong et al., 2017; Padrón et al., 2019; Sa-

vulescu et al., 2021; Suter, 2018; Wilbertz et al., 2019 and others) may indicate a functional correlation be-

tween the transcript in the cell where this association occurs and broad cellular processes in the same cells,

such as polarization, differentiation, etc. Taken together, this indicates that in addition to expression levels

of RNA transcripts, subcellular spatial distribution of these transcripts may contribute to cell state and type

(for example, Moor et al., 2018). Using solely single-cell genomics approaches, which are standard in cell
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state characterization studies, spatial information of RNA transcripts might be lost. For example, two

neighboring cells in a tissue, which possess similar concentrations of the same RNA transcripts, would

be classified by single-cell genomics approaches as the same cell type/state; however, the RNAs in these

cells may exhibit marked patterns in subcellular dispersion (Savulescu et al., 2020) (Figure 1, Panel B). This

again emphasizes the significance of characterizing subcellular distribution alongside expression levels of

RNA transcripts for a more thorough classification of cell subtype or/and state.

In addition to contributions in basic research, knowledge of RNA subcellular spatial localization can be

beneficial in biomedical applications. For instance, Didiot et al. (2018) show that httmRNA, which encodes

the protein responsible for Huntington’s disease, is located both in the nucleus and cytoplasm (50/50) in

neurons, while being purely cytoplasmic in non-neuronal cells. This has a therapeutic impact as nuclear

htt mRNA is more stable and more resistant to oligonucleotide therapy than the cytoplasmic htt. Conse-

quently, new therapeutic strategies can be envisioned, such as modifying the mRNA encoded by the

abnormal allele of huntingtin to redirect it to the cytoplasm where oligonucleotide therapy is more effi-

cient. Taken together, given the functional relevance of subcellular spatial distribution of RNA in both basic

and clinical contexts, tools that are able to efficiently detect subcellular localizations at a transcriptome-

wide level are urgently needed.

Visualization of RNA using single-molecule fluorescent in situ hybridization (smFISH) or MS2-system-based

techniques have been the gold standard method to study RNA subcellular localization. In recent years,

smFISH-based techniques and downstream in silico procedures for localization of mRNAs have been devel-

oped to cope with a large number of RNA transcripts. However, these methods can be technically chal-

lenging, be expensive, and often require sophisticated equipment. Machine learning, which has been

successfully applied in various biological fields, including prediction of subcellular locations of proteins

and of mRNAs, may be a suitable complementary approach to predict the precise subcellular localization

of a large number of RNA species in a variety of systems on a transcriptome-wide level. In the perspective

below, we provide a brief overview of techniques to study subcellular RNA localization and then introduce

howmachine learning can be applied to the study of RNA subcellular localization and discuss howmachine

learning can be harnessed to predict precise RNA subcellular localization. Finally, we discuss potential syn-

ergies between experimental and computational approaches of subcellular localization.

CURRENT METHODS TO STUDY SUBCELLULAR LOCALIZATION OF RNA

To date, the most popular approach to study subcellular localization of RNA is image based. A large num-

ber of studies make use of smFISH-based techniques followed by epifluorescent or confocal microscopy to

visualize and quantify intracellular mRNAs (typical smFISH images in Figure 1, Panel A). Alternatively, an

Figure 1. Subcellular RNA localization and visualization

(A) Typical smFISH images. On the left, a raw image showing ArhgdiamRNA smFISH spots; on the right, a superimposed

and denoised image containing the following stains: DAPI for DNA in blue, anti-tubulin antibody in green,ArhgdiamRNA

smFISH spots in red. Organelles of interest, such as the microtubule-organizing center (MTOC) and cell contour are

extrapolated from z-slices of the anti-tubulin stain. Scale bar 10 mm.

(B) A variety of subcellular spatial distribution features of the RNA can be observed and subsequently analyzed (RNA spots

are depicted in red): specific enrichment of RNA in various subcellular locations, random versus clustered distribution of

RNA and correlation of RNA with cellular markers, such as the MTOC or ER.
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MS2 tagging system followed by live cell imaging is applied (for example, Bertrand et al., 1998; Hocine

et al., 2013 and others). smFISHmakes use of multiple single-strandedDNA oligonucleotides, each labeled

with a single fluorophore, which tile a specific RNA target (Raj et al., 2008). The signal obtained from mul-

tiple single fluorophores is sufficiently bright to be seen as a spot on an epifluorescent or confocal micro-

scope and can easily be quantified (Raj et al., 2008). In recent years, a variety of smFISH-based techniques to

increase the capacity of the method have emerged. These include the use of multiple rounds of labeling

and imaging of the same sample to label a large number of RNAs. osmFISH is one such smFISH-based tech-

nique, in which the cellular organization of the mouse somatosensory cortex was mapped by labeling 33

RNAs over the course of 13 rounds. The number of labeled RNAs can be further increased by applying

FISH probe barcoding and sequential labeling approaches, such as multiplexed error-robust FISH

(MERFISH) (Moffitt and Zhuang, 2016) and sequential FISH (seqFISH and seqFISH+) (Lubeck et al., 2014;

Eng et al., 2019). These methods possess the capacity to label hundreds to 1000 RNAs, nearly approaching

full-transcriptome imaging. Additionally, Wang et al. (2018), used in situ amplification of RNA-specific

probe barcode regions, decoding by 3D sequencing within samples converted to a hydrogel matrix, in a

method termed spatially resolved transcript amplicon readout mapping (STARmap), to target hundreds

of genes in various tissues (Wang et al., 2018). Branched DNA (bDNA)-based techniques rely on signal

amplification using a series of non-isotopic DNA probes hybridized in a sequential manner to detect

and quantify RNA (Player et al., 2001; Wang et al., 2012; Battich et al., 2013).

Following imaging of smFISH samples, data analysis is carried out. The analysis contains several steps,

including segmentation, image processing to reduce background noise, readout of barcodes associated

to the different transcripts in the case of barcoding-based smFISH methods, as well as precise localization

and quantification of RNA FISH spots and in some cases, association of detected spots with cellular land-

marks. A wide range of computational methods exist to extract quantified data for RNAs from smFISH im-

ages, and a number of widely used microscopy image analysis software programs are available for mRNA

spot detection, such as the ICY spot detector (de Chaumont et al., 2012), ImageJ spot detection,

FISH-Quant (Mueller et al., 2013), its more recent version FISH-quant v2 (Imbert et al., 2021), and

CellProfiler (McQuin et al., 2018), among others. Many tools also provide cell and nucleus segmentation

to apply on nuclear and cellular marker stainings that are often acquired with smFISH images. The ex-

tracted vectorized features can take different forms, such as RNA spot coordinates, or statistical features

such as RNA counts and/or densities per cell or in different compartments as well as their positioning rela-

tive to cellular landmarks. See Imbert et al. (2021); Samacoits et al., 2018 for examples of possible features

as well as their representation in relation to cellular landmarks (Savulescu et al., 2021).

In addition to image-based approaches, subcellular localization of RNA can be studied usingmethods such

as biochemical cellular fractionation or physical separation of cellular compartments, followed by RNA

detection using RNA sequencing or microarrays (for example, Mili et al., 2008; Cajigas et al., 2012; Bigler

et al., 2017). Although these image-based and biochemical approaches have provided high-resolution

data regarding the subcellular localization of RNA in cells and tissues, they each have limitations both in

the spatial resolution of themethod, its throughput, as well as in the reliance on effort-heavy computational

analysis of the generated images to detect mRNA localizations.

To summarize, given the increasing number of studies that characterize spatial and temporal subcellular

localization patterns of RNAs, as well as the functional relevance of variation in spatial distribution of

RNA molecules, there is an increasing need to develop appropriate tools and technologies to capture

fine-grained variations in spatial distribution of RNAs. These tools would be required to be quantitative,

analyze data on a single-cell level, and be accustomed for high-throughput data.

RNA LOCALIZATION PREDICTION

The rise in studies emphasizing the importance of RNA spatial and temporal subcellular localization in bio-

logical processes calls for an increased access to such information. Although it is clear that wet-lab exper-

iments are the most straightforward way to characterize subcellular localization of biomolecules, these

experiments are typically time- and money consuming. Contrastingly, with sufficient data and powerful

in silico methods, predictions of subcellular localization of biomolecules would be far less expensive and

intrinsically high throughput. We argue that this makes place for computational prediction of RNA

localizations.
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Prediction of subcellular locations based on sequence

The task of predicting subcellular location of biomolecules is not new. In the previous decade, a significant

number of methods have been developed to predict subcellular locations of proteins (Emanuelsson et al.,

2007; Imai andNakai, 2010;Wan andMak, 2015). Themethods are based on certain features extracted from

protein sequences, such as specific motifs, and aim to predict a rough location in terms of cell regions/de-

partments such as those defined by the UniProt controlled vocabulary for subcellular locations. Often these

methods use the guilt by association approach, using the homology with proteins whose location has been

experimentally confirmed, the main experimental methods to establish protein localization being mass

spectrometry and immunofluorescence.

Some mRNA transcripts contain within their sequences distinct motifs, which on their own, or by forming

distinct secondary structures, have been shown to be determinant of the RNA subcellular location (re-

viewed in Martin and Ephrussi, 2009; Shahbabian and Chartrand, 2012 and others). Hence, several methods

for prediction of RNA subcellular location have started to be developed based on mRNA/cDNA sequence

composition (Yan et al., 2019; Garg et al., 2020), as well as introducing the predicted secondary structure

(Yan et al., 2016). Interestingly, both of these very recent approaches are leveraged by themachine learning

technology: deep recurrent networks (convolutional neural network [CNN], long short-term memory

network [LSTM], and attention layers) for the former and more classical support vector machine (SVM)-

based methodology for the latter. As in the protein world, these methods require training data sets

providing mRNA subcellular locations for each annotated human protein-coding gene, such as cytosol,

nuclear, endoplasmic reticulum (ER), membrane, etc. However, in contrast to the protein world, where

annotation of data that is essential for the development of supervised machine learning typically exists,

the RNA data generally lacks annotation. This lack of annotation is reflected in the very recent introduction

of such methods for the mRNA, as well as in the fact that there remain to be only a few methods. Conse-

quently, their adoption by the wider scientific community remains to be seen.

Predicting the subcellular location of non-coding RNAs (ncRNA), such as long non-coding RNAs (lncRNAs),

microRNAs (miRs), and others is generally a more difficult task than for mRNAs. This is due to several fac-

tors, including the complexity of intra-molecular organization that ncRNAs can exhibit (Yan et al., 2016), as

well as their typical short lengths and fewer known localization-correlated motifs than mRNAs (Ross et al.,

2021; Constanty and Shkumatava, 2021). However, some associations of sequence motifs in lncRNAs with

their subcellular localization have been identified (Zhang et al., 2014) and databases containing information

on cellular compartments to which the lncRNAs localize have been developed, including LncLocate (Mas-

Ponte et al., 2017) and RNALocate (Zhang et al., 2016). Given these recent developments, several methods

have been proposed to predict subcellular location of lncRNAs. For example, Su et al. (2018) have com-

bined a PseKNC and SVM to predict subcellular location of lncRNAs to the ribosome and exosome, Gude-

nas and Wang (2018) have developed a deep neural network to predict whether lncRNAs are nuclear or

cytosolic based on their sequence, and Cao et al., (2018) used k-mer and high-level abstraction features

generated by unsupervised deep models to construct four classifiers and predict five subcellular localiza-

tions of lncRNAs. Similarly, a number of tools exist to predict the location of miRNAs, such as an approach

based on gene ontology (GO)-based functional similarity (Yang et al., 2018) and an SVM-based predictor

(Meher et al., 2020), both relying on the miRNA locations from the RNALocate database.

Prediction of subcellular location from microscopy data

More recently, a plethora of tools have been developed to predict the locations of molecules based on mi-

croscopy imaging data rather than sequence, in particular, in application to protein subcellular localization.

For example, Newberg and Murphy (2008) have developed a framework for image-based protein subcel-

lular location prediction and it has been successfully applied to the Human Protein Atlas database (New-

berg and Murphy, 2008). This has paved the way for a whole set of work of microscopy-image-based

subcellular localization prediction of proteins, which includes methods relying on k-NN classifiers, SVMs,

artificial neural networks, decision trees, and deep CNNs (Xijie Lu and Moses, 2016; Jiang et al., 2019).

Recently, a crowd citizen science effort has attracted participants to annotate the subcellular locations

of proteins in images and resulted in a novel deep learning method based on transfer learning (Sullivan

et al., 2018), capable of predicting distributions of proteins to major organelles. Not only the authors

have achieved high accuracy of predictions but also they were able to construct a fully annotated data

set (Sullivan et al., 2018). In the next section, we will discuss how sequence data could be combined with

smFISH data to improve the predictive accuracy.
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PERSPECTIVE ON PREDICTING RNA SUBCELLULAR LOCALIZATION FROM

HETEROGENEOUS DATA

As discussed earlier, the twomain sources of data for characterization of subcellular localization of RNA are

RNA sequence features and smFISH images. In addition, as subcellular localization is considered as a

means to restrict translation, among other functions, information regarding the subcellular localization

of the encoded protein product, as well as cell-type-specific information may aid in subcellular localization

characterization of RNA. However, in some cases, including embryonic development models, subcellular

localization of proteins might not be correlated with the subcellular localization of the encoding mRNAs

(Knaut et al., 2000; Little et al., 2015; Mardakheh et al., 2015) and, as such, might bemisleading if considered

as a sole parameter for training the model. Additional information regarding the cellular model should be

considered to account for variations in subcellular distribution of an mRNA and its encoded protein.

Sequence features are easy to obtain; however, they do not provide straightforward information regarding sub-

cellular localization. Moreover, current methods of prediction of molecules’ location remain limited in their pre-

dictive power. For example, precision can widely vary, as reported in the study by Garg et al. (2020), where the

area under the curve lies between 0.7 and 0.98 for different compartments. Importantly, no method with good

performance for most cellular compartments is available. On the other hand, fluorescent microscopy imaging

data are the gold standard to determine the RNA subcellular localization; however, it is typically costly, time-

consuming, and complex to perform for all known RNAs. In this part we will discuss how imaging data may

be combined with sequence features to accurately predict RNA subcellular location.

Beyond the improvement of both observation techniques and predictive algorithms, we would like to sug-

gest that a synergy between the existing two approaches — sequence and image-based — may assist in

deciphering RNA localization (Figure 2). To illustrate our argument, consider the following manual steps

to be followed when characterizing the subcellular localization of an RNA transcript that has not yet

been visualized using smFISH or MS2-system based techniques.

(1) The first step would be to extract specific features from the transcript sequence within the RNA, which

would aid in characterization of its role and location. These include conserved motifs, regulatory se-

quences, domains that bind specific RNA binding proteins (RBPs), secondary structures, etc.

(2) Second, one would have to collect the information on the role and subcellular localization of the pro-

tein product in the case of mRNAs and the role of the RNA, if known, in the case of long ncRNAs, as

well as additional cell-type- and model-specific localization data.

(3) Third, identify RNAs with similar sequences and collect the information from databases on RNA

localization, protein localization, smFISH and IF images, etc, for these RNAs.

We argue that prediction of the subcellular localization of the RNA could be made by integrating these

collected heterogeneous data of the RNA (sequence-based features of the RNA, role, and subcellular

localization of the protein product/RNA, etc) as well as imaging data collected from databases of RNAs

(Figure 2). A machine learning approach (e.g., using multimodal learning) of this objective would be built

of the following steps:

1) Gather a database of RNAs for which both sequence features and imaging information are known

(Figure 2, Panel A).

2) Extract features from sequence and images as detailed in the ‘‘RNA localization prediction’’ section,

and vectorize them.

3) Train amodel based on sequences, represented by their vector of feature. Figure 2 offers an example

on how to train a model with heterogeneous data (Figure 2, Panel A).

4) Use this model to predict localization of RNA of interest (see the following part for details) (Figure 2,

Panel B).

The critical part of this process is the use of a model created from RNAs for which both sequences and im-

aging data are available, to predict the localization of RNAs for which only sequences are available. Recent

developments in machine learning and deep learning (siamese networks, adversarial training) may help to
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address this challenge. For instance, a network from the output of two networks, each based on one data

type, could be trained. Once trained, this ‘‘aggregate network’’ could be fed by one type of data and still

retain its predicting power. These approaches would create models ‘‘boosted’’ by the availability of

smFISH in the training phase but able to predict with sequence features only.

LIMITATIONS IN THE DATA THAT MIGHT CHALLENGE PREDICTION

Prediction greatly depends on the data used to train the model. First, a large amount of data might be

required to train a model properly, especially for methods such as deep learning or a combination of clas-

sifiers, which might be data greedy. Thus, increasing the number of experimentally observed locations

Figure 2. An illustration on how deep learning could use smFISH data and RNA sequence features to build a

model, followed by prediction of the subcellular localization of an RNA using the model

(A) Training: RNAs for which both smFISH images and sequence features are available are collected to form a training set.

For sequences, the relevant features are extracted (A, top), followed by training network 1 with images and network 2 with

sequence features (A, bottom). The output of these networks is used as input to train network 3, which makes the

prediction (A, bottom). During the training process, errors are back propagated to improve all networks (A, bottom).

(B) Prediction: the localization of a new RNA, for which only sequence features are available, needs to be predicted. The

sequence is processed by network 2, followed by network 3, which outputs the prediction.
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would be helpful to train better models. Second, it is clear that our knowledge of RNA subcellular locali-

zation is not uniform for different RNA species— some classes of RNA, e.g., lncRNA andmiRNA, are under-

represented in our knowledge map of RNA subcellular localization, potentially leading to bias in the

models. Targeted experiments toward the ‘‘blind spots’’ of the RNA localization transcriptome map would

help to correct these biases.

One of the avenues to identify the important missing data that has to be acquired is to look at the most

distinguishing features, which are features in the model that contribute the most to the prediction. Exam-

ining the importance of different features in prediction can be helpful to decipher biological processes

behind RNA subcellular localization; however, most importantly, by considering the distinguishing fea-

tures, it is possible to design experiments to acquire missing data for the subcellular localization of

some transcripts. These data in turn increase the impact of distinguishing features and improve prediction

accuracy. Among features that are already known to have strong impact on prediction, we can cite k-mer

composition, RNA-protein binding motifs, and other genomic sequence features as identified in the study

by Gudenas andWang (2018), who have built a model to classify lncRNAs into cytosolic or nuclear and per-

formed the analysis of feature importance. In this work, the authors have found that the k-mer composition

accounted for 90% of the decision. Because it is assumed that such distinguishing features are linked to the

biological processes underlying the subcellular localization, guiding acquisition of new data by the princi-

ple of enriching the features that contribute to precision accuracy appears to be a promising avenue to in-

crease the impact of machine learning approaches in the field.

An additional limitation concerns the difficulties in segmentation of specialized cells, such as neurons, and the

related RNA quantification in relevant compartments. Still, a number of local morphological descriptors such

as dendritic tree, radial extension, soma area, and branching complexity have been computed to date (Shefi

et al., 2002). Additionally, invariant measures such as Hu’s moments can be included (Bhaskar et al., 2019).

Suchmorphological features can be used by a downstreammachine learning pipeline. Segmentation, although

not always perfect, can be oftenwell performed, and although the annotation of neurons is still not yet fully auto-

mated, significant progress has beenmadeon this topicwith very promising results (Li et al., 2019; Lin and Zheng,

2019; Schubert et al., 2019). Normalization of RNA quantities in different compartments can then be done by

quantizationmethods, suchasDypFISH (Savulescuetal., 2021) andothers.Naturally, if the identificationof certain

compartments is imperfect, the corresponding normalized RNA quantities will consequently be skewed, which

will inevitably impact predictions that would use these data. In conclusion, anymachine learning localization pre-

diction method is only as good as the data that it are built upon.

Finally, regarding features that may involve two-dimensional (2D) or three-dimensional (3D) features such

as zip codes, machine learning approaches have been shown to be able to integrate complex features such

as 2D and 3D structures from sequences (Singh et al., 2019; Jumper et al., 2021; Sweeney et al., 2021), and

thus, machine learning methods may be able to take the zip code elements into account, at least indirectly.

Addressing the challenge of variability in subcellular locations

One of the major limitations in our understanding of RNA localization is the variability and dynamics of the

subcellular localization. In many cases, a given RNA may be addressed to different subcellular compart-

ments, depending on the circumstance (cell type, cell state, environmental conditions, various treatments,

as well as temporally). This aspect remains poorly understood for the majority of cellular RNAs. Addition-

ally, a given RNA’s subcellular localization patterns might not be clearly pronounced or their localized

enrichment high enough for detection. This typically occurs in developmental systems, such as the early

Drosophila embryo, where only up to 4% of a particular mRNA localizes to germ granules, while the remain-

ing fraction disperses through the embryo (Bergsten and Gavis, 1999; Jambor et al., 2015; Trcek et al.,

2015). The current practice is to consider only the localization with the highest probability to be the right

one. Using highly efficient models, localizations with enough confidence could all be considered as correct,

being the sign of a multi-localized RNA. The level of confidence could ultimately give an estimate of the

tendency of this RNA to be addressed at different localizations.

Variability in subcellular location of a given RNA can also be addressed by performing smFISH on cells grown on

microfabricatedpatterns (Savulescuetal., 2021).Micropatterningofcells reducescell-to-cell variabilityandallows

for a higher resolution, quantitative characterization of subcellular localization of RNAs (Savulescu et al., 2021).

Comparison of the spatial localization of a given RNA in the same cell type on micropatterns under different
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conditions or in different micropatterned cell types should allow for a thorough characterization of variability in

subcellular localization of the given RNAs in these conditions/cell types. This should, in turn, assist in accounting

for variability when predicting subcellular localization of RNAs.

To summarize, variability of RNA location dependent on cell types/conditions/cellular compartments etc is

important to account for and should be integrated as parameters in the model. Although current models

are limited in this respect, we would like to suggest that with growth of available annotated data, prediction

models should gradually improve.

DISCUSSION

High-precisionmethods fordeterminationandquantificationof subcellular localizationof RNAs, such as smFISH,

are now well established; however, these techniques remain time-consuming and costly. To drive better under-

standing of cellular processes, there is a need for development ofmethods to cover the broad landscapeof RNA

subcellular localization, for a large range of RNAs and conditions, ideally at the whole-transcriptome level. We

would like to advance the argument that observation andpredictionof RNA subcellular localization are two com-

plementaryapproaches that canbe leveragedtogether.Although they remain largelydisconnected, linkingthem

has the potential to greatly increase knowledge in the field. Asmentioned earlier, the quality of the prediction is

directly linked both to the quantity and the quality of the available datasets. Thus, building robustmodels for the

prediction of RNA location requires growth of the available and well-annotated data. This increase of relevant

data can be driven both by the biological questions, as it is currently the case, the development of relevant

data repositories, but also ina complementary fashionby the requirement tofill thegaps in theexistingpredictive

features that are used to populate machine learning models.

As previously discussed, any bias in annotations and/or errors in the upstream analyses are inevitably prop-

agated into predictions. A possible avenue to circumvent these biases would be a non-supervised machine

learning approach that would make its own inferences about the structures it finds in the data instead of

relying on its vectorized representation. However, unsupervised learning requires even more data than

the supervised counterparts. An unsupervised approach would thus be an excellent way to circumvent

annotation biases and errors and possibly provide a solution when the field is mature enough and more

data are available.

We argue that cost, technical, and time considerations can be alleviated by designing robust predictive

methods that take advantage of heterogeneous data, where RNA location prediction is based on both im-

aging and sequence data. Continued growth of available data sets containing both the data itself and its

reliable annotations and covering the diversity of different RNA species in various contexts provides hope

that the construction of robust models based on heterogeneous data— both imaging and sequences— for

prediction of subcellular RNA localization is realistically feasible in the near future.
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