N

N

Prédiction de liens et d’hyperliens: applications de
l’apprentissage de représentations a la contextualisation
de contenus textuels dans les bases de connaissances
Jean Dupuy

» To cite this version:

Jean Dupuy. Prédiction de liens et d’hyperliens: applications de I’apprentissage de représentations a
la contextualisation de contenus textuels dans les bases de connaissances. Autre [cs.OH]. Université
de Lyon, 2022. Francais. NNT: 2022LYSE2043 . tel-04097581

HAL Id: tel-04097581
https://theses.hal.science/tel-04097581v1
Submitted on 15 May 2023

HAL is a multi-disciplinary open access L’archive ouverte pluridisciplinaire HAL, est
archive for the deposit and dissemination of sci- destinée au dépot et a la diffusion de documents
entific research documents, whether they are pub- scientifiques de niveau recherche, publiés ou non,
lished or not. The documents may come from émanant des établissements d’enseignement et de
teaching and research institutions in France or recherche francais ou étrangers, des laboratoires
abroad, or from public or private research centers. publics ou privés.


https://theses.hal.science/tel-04097581v1
https://hal.archives-ouvertes.fr

UNIVERSITE _universite
DE LYON ——Lumiére

U

ClR

N° d’ordre NNT : 2022LYSE2043

THESE de DOCTORAT DE L’'UNIVERSITE DE LYON

Opérée au sein de
L’'UNIVERSITE LUMIERE LYON 2

Ecole Doctorale : ED 512

Informatique et Mathématiques

Discipline : Informatique

Soutenue publiquement le 6 mai 2022, par :

Jean DUPUY

Prédiction de liens et d’hyperliens.

Applications de l'apprentissage de représentations a la
contextualisation de contenus textuels dans les bases de

connaissances.

Devant le jury compos¢ de :

Christophe GRAVIER, Professeur des universités, Université Jean Monnet, Président

Sandra BRINGAY, Professeure des universités, Université de Montpellier, Rapporteure

Peggy CELLIER, Maitresse de conférences HDR, Université Rennes 1, Rapporteure

Julien JACQUES, Professeure des universités, Université Lumicre Lyon 2, Co-Directeur de thése

Adrien GUILLE, Maitre de conférences, Université Lumiére Lyon 2, Co-Directeur de thése



Contrat de diffusion

Ce document est diffusé sous le contrat Creative Commons « Paternité — pas de

modification » : vous étes libre de le reproduire, de le distribuer et de le communiquer au
public a condition d’en mentionner le nom de I’auteur et de ne pas le modifier, le transformer

ni I’adapter.



niversite R )
M@ESYS ElC limere gy bR

ENTREPOTS, REPRESENTATION
& INGENIERIE des CONNAISSANCES
Theése présentée pour obtenir le grade de

Docteur de I’Université Lumiére Lyon 2

Ecole Doctorale : Informatique et Mathématiques (ED 512)
Laboratoire : ERIC (EA 3083)

Discipline : Informatique

Prédiction de liens et d’hyperliens : applications de
'apprentissage de représentations a la contextualisation
de contenus textuels dans les bases de connaissances

Jean DUPUY
Devant le jury composé de :

Sandra BRINGAY Rapportrice
Professeur des Universités, Université Montpellier 3
Peggy CELLIER Rapportrice
Maitre de conférences, Université Rennes 1
Christophe GRAVIER Examinateur
Professeur des universités, Université Jean Monnet Saint-Etienne
Julien JACQUES Directeur de thése
Professeur des Universités, Université Lumiére Lyon 2
Adrien GUILLE Directeur de thése

Maitre de Conférences, Université Lumiére Lyon 2






Abstract

The work presented in this thesis was made in collaboration with MeetSYS, a Knowledge
Management consulting company. We aim to develop tools for content recommendation in
knowledge bases, which are mostly constituted of textual documents, by taking adventage of
their graph structure.

We first review state of the art methods in representation learning, including textual in-
formation, graphs and documents network. Then, we present a study on using a simple trans-
lation method between document and non-attributed graph embeddings. We experimentally
show that projecting a new document embedding in the graph embedding space improves
performances on a link prediction task. The second contribution we describe, Contextual Re-
lational Topic Model (CRTM), is a topic model built to predict which work would carry a
hyperlink between two documents. We discuss different ways to take the context of apparition

of a hyperlink into account, and assess CRTM’s performances through experiments.

Keywords : Representation learning, document embedding, graph embedding, topic mo-

deling, document networks, anchor prediction






Résumé

Les travaux présentés dans ce manuscrit de thése ont été réalisés en collaboration avec
I’entreprise MeetSYS, qui propose des solutions et du conseil en gestion des connaissances
et en résolution de problémes industriels. L’objectif est de développer des outils pour la
recommandation de contenus dans des bases de connaissances, principalement constituées de
documents textuels, en prenant en compte leur structure en réseaux.

Nous proposons en premier lieu un état de I'art revenant sur les principales méthodes
en apprentissage de représentations de documents, de graphes et de réseaux documentaires.
Nous présenterons ensuite une étude sur l'utilisation d’une méthode simple de traduction
entre des représentations de textes et des représentations de sommets non attribués dans un
graphe. Nous montrons expérimentalement qu’aprés avoir appris une matrice de projection
entre les deux espaces de représentation, la projection d'un contenu textuel dans I'espaces
des sommets améliore les performances en prédiction de liens. Nous discuterons ensuite de la
seconde contribution de ce manuscrit de thése, Contextual Relational Topic Model, une mé-
thode de prédiction des mots portant les hyperliens entre deux documents. Nous détaillons
au cours de cette section les différentes voies envisagées afin de prendre en compte le contexte

d’apparition d’un hyperlien, et étudions expérimentalement la qualité des liens proposés.

Mots clefs : apprentissage de représentation, plongements de document, plongements de

graphes, modélisation de thématiques, réseaux de documents, prédiction d’ancres
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Chapitre 1
Introduction

Au cours de ce chapitre d’introduction, nous commencerons par présenter le contexte
dans lequel prennent place les travaux réalisés au cours de ce doctorat. Suite & cela, nous
discuterons de axes de recherches propres aux problématiques rencontrées par ’entreprise
commanditant cette thése. Enfin, nous détaillerons les différentes contributions proposées

dans ce manuscrit, et en présenterons le plan.

13



14 CHAPITRE 1. INTRODUCTION

1.1 Contexte industriel

Le terme de big-data commence a apparaitre au cours des années 90, sous I'impulsion d’in-
formaticiens américains issus du secteur privé'. Ce terme désigne alors la somme de données
de plus en plus importante a produire et stocker. Cette augmentation s’opére simultanément
sur trois grands axes : le volume des données, leur variété, et la vélocité de leur production.
Ainsi, on acquiére et stocke de plus en plus de données, de nature différentes, et ce chaque
jour un peu plus.

Des sites comme Wikipedia? sont emblématiques de la massification des volumes de don-
nées qui prend place dans le web depuis une vingtaine d’années, comme l'illustre la Figure
1.1 présentant 1’évolution du volume d’articles anglophones depuis la création du site. Le 15
Janvier 2001, Jimmy Wales et Larry Sanger annoncaient officiellement la mise en ligne de
I’encyclopédie en ligne. Vingt ans plus tard, la version anglophone du site compte plus de six
millions de pages. Depuis les dix derriéres années, un peu plus de 600 nouveaux articles anglo-
phones voient le jour quotidiennement, et le volume de contribution dans les autres langues
tend & suivre également cette tendance. De facon beaucoup plus générale, cette augmentation
se transpose a tous les autres types de données produites et stockées dans le monde, prin-
cipalement sous l'effet du développement des objets connectés, et I'on considére aujourd’hui

que celle-ci suit une évolution exponentielle.

6M -
5M
M-
3M
2M

IM

0
O Ny
3 3 )

FIGURE 1.1 — Evolution du nombre d’articles présents dans la version anglophone de Wiki-
pédia depuis sa création.

Cet immense volume de données textuelles, grandissant de jour en jour, couplé aux pro-

1. Steve Lohr (1 Février 2013). "The Origins of ‘Big Data’ : An Etymological Detective Story". The New
York Times. Consulté le 15 Janvier 2022
2. https://wikipedia.org



1.1. CONTEXTE INDUSTRIEL 15

grés continuels des capacités de calculs et de stockage, a fait naitre un important besoin d’en
automatiser le traitement. En effet, selon par exemple la typologie proposée par ACKOFF,
1989, une donnée brute n’est d’aucune utilité en soi, et c¢’est par son traitement que ’on peut
en tirer de I'information, qui sera, elle, exploitable. Si la lecture constitue un moyen efficace
pour traiter un nombre limité de documents, le volume aujourd’hui disponible dépasse de
loin nos capacités de lecture. Dans le cas des données textuelles qui nous intéressent ici,
ce Traitement Automatique de la langue (TAL), plus souvent désigné par son appellation
anglophone Natural Language Processing (NLP), est devenu un des champs les plus impor-
tants de la recherche en apprentissage automatique®. Les applications portent sur un large
champ de taches, couvrant des aspects syntaxiques (comme par exemple ’étiquetage morpho-
syntaxique ou la lemmatisation), sémantiques (traduction ou résumé automatique) ou encore
documentaires (recherche d’informations, classification de documents...). Cette information
nécessite cependant qu’un utilisateur se I’approprie, en intégrant cette information et en la
contextualisant avec le reste de ses connaissances. La encore, le machine learning trouve une

place dans ce processus, en permettant de faciliter cette mise en contexte.

La typologie d’Ackoff nous permet ainsi de mettre en évidence trois strates de gestion dans
les organisations : la gestion des données, celle de I'information, et celle des connaissances. La
gestion des données est une tache d’ores et déja bien connue, dans la mesure ot elle est trés tot
devenue un besoin primaire des organisations, et touche a des domaines de I'informatique tres
étudiés comme les bases de données, la collecte de données, etc.. La question de la gestion
de l'information a elle aussi pris de I'importance & mesure que la quantité des données a
augmenté. Il s’agit alors de pouvoir interpréter ces données, recueillies en masse de fagon

automatique, au moyen, par exemple, de méthodes de fouilles des données.

Les problématiques de gestion des connaissances, en revanche, ont mis plus de temps a
s'imposer comme un enjeu crucial dans le domaine industriel [ERMINE, 2003|. Les organi-
sations devenant de plus en plus vastes, et les sujets abordés plus étendus et complexes, la
nécessité de recueillir, conserver et rendre accessible la connaissance est allée croissante. Ce
processus n’est cependant pas simple et peine a se mettre en place dans bon nombre d’organi-
sations *. La gestion des connaissances, en tant que discipline formalisée et objet de recherche,
a commencé a prendre forme durant la seconde moitié¢ des années 90 [PONzI, 2004], méme si
I'on peut déja trouver des traces de ces questionnements dans certains cercles managériaux

vers la fin des années 70.

Ce sont les travaux de NONAKA et al., 1995 qui deviennent la pierre angulaire de la

gestion des connaissances durant les années 90. Ils y proposent une modélisation de la créa-

3. Par la suite, nous emploierons indifféremment ce terme et sa traduction anglaise machine learning.
4. https://www.lemonde.fr/archives/article/2000/10/10/1la-gestion-des-connaissances-peine-a-trouver-se
37155662_1819218.html
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Tacite Tacite

/ Socialisation Extemalisatiom

Tacite
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andxg  anondxg

Tacite

FIGURE 1.2 — Diagramme de transfert des connaissances, comme décrit par NONAKA et al.,

1995.

tion de connaissances au sein des organisations, en identifiant deux facettes de celle-ci : la

connaissance explicite, ce que l'on sait et que 'ont peut facilement formaliser (par exemple

Sur un vélo, pédaler permet d’avancer); et la connaissance implicite, liée & I'expérience ou

au savoir-faire, et qui s’acquiére le plus souvent au travers d’une expérience sensible (pour

continuer notre exemple, savoir faire du vélo). Les auteurs proposent ainsi quatre phases lors

du partage d’une connaissance, chacune symbolisant la transmission d’un état vers un autre,

et illustrée a la Figure 1.2 :

La Socialisation correspond a la transmission du tacite au tacite. C’est une expérience
sociale, reposant principalement sur le principe d’imitation et le partage ;

L’ Externalisation est une phase d’explicitation des connaissances tacites vers une
connaissance implicite. Elle permet, en suivant un formalisme particulier, des images
ou des métaphores, de transmettre a un public ne pouvant participer a l'expérience
sensible de la socialisation. Elle peut donner lieu & un processus de sauvegarde dans
un systéme d’information ;

La Combinaison est I’étape de mise en relation des connaissances explicites entre elles,
par le partage et I'organisation de documents.

L’ Internalisation, enfin, marque le passage d'une connaissance explicite a une connais-
sance implicite, par la consultation d’une connaissances explicite et 'application de

celle-ci.

C’est dans ce cadre que MeetSYS °, 'entreprise qui commandite cette thése, se positionne.

Fondée en 2013, elle propose une méthode d’interview et une plate-forme collaborative de

5. http://meetsys.com/
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capitalisation et de partage des savoir-faire nommée i?Kn°. Elle se place donc a la fois
dans un processus d’externalisation et de combinaison des connaissances. Les données issues
des entretiens avec les experts industriels sont formalisées et retranscrites dans la base de
connaissances, dont 1’architecture s’inspire des wiki. La ol chacune des pages traite d'un
probléme industriel documenté, d'un phénomeéne physique ou d’une méthode de production,

celles-ci sont toutes liées entre elles soit par des liens globaux, soit par des hyperliens.

Le choix de cette architecture présente plusieurs avantages pour la modélisation des
connaissances et la résolution de problémes. Premiérement, la création d’hyperliens per-
met une mise en relation des contenus sans hiérarchisation. Ensuite, cette organisation des
contenus est "plate", en ce sens qu’elle ne hiérarchise pas les pages et les concepts. Cette
organisation présente un certain intérét lorsqu’il s’agit de construire des « ponts » entre les
différentes pages. En ne les assignant pas explicitement a une (ou plusieurs) catégories, et
sans notion d’ordre entre elles, on laisse plus de latitude au lecteur (ou a un algorithme de

recommandation).

La forme prise par i2Kn peut étre fondamentalement vue comme un wiki cherchant a
favoriser la navigation entre les pages et I'interaction avec les utilisateurs, tout en respectant
les besoins des organisations en matieére d’accés aux données et de gestion des roles des utili-
sateurs. En effet, selon les régles en vigueur dans certaines organisations, les utilisateurs n’ont
pas toujours la possibilité de consulter ou contribuer aux bases de secteurs différents. Si cet
état de fait permet de maintenir une certaine norme en matiére de confidentialité, cela impose
des contraintes techniques, dont celle de pouvoir garantir une certaine indépendance au sein
des bases. Cette architecture est illustrée a la Figure 1.3. L’utilisateur, une fois enregistré, ne
se voit capable d’accéder qu’aux bases 1 et 2, ainsi qu’a une autre base appartenant a une

autre organisation (par exemple, une base publique comme celle proposée par MeetSYS 7).

La Figure 1.4 donne un exemple de I'interface d'une base de connaissance, que 1’on peut
découper en trois parties. La premiére, numeéroté @, rassemble les différents outils de navi-
gation. La partie centrale, @, rassemble le contenu a proprement parler. On peut y retrouver
divers types de contenu, et également plusieurs types d’hyperliens. Les liens intra-bases sont
symbolisés en bleu, et les liens inter-base en jaune. Enfin, la partie tout & droite de 'inter-
face, notée @, regroupe les autres éléments de navigation contextuelles. On y trouve les
recommandations entres pages, la liste des contributeurs, les recommandations d’experts et

les fichiers associés.

6. http://i2kn.com/
7. https://i4kn.meetsys.i2kn.com/
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FIGURE 1.3 — Schémas de la gestion des droits et des accés. L’utilisateur, aprés s’est connecté
a Poutil, n’a acceés qu’aux bases 1 et 2 de 'organisation B, ainsi que la base 4 de la A. Bien
qu’elle fasse partie de son organisation (B), il ne peux accéder a la base 3, car il n’en posséde
pas les droits. Les recommandations multi-bases ne devront alors pas prendre en compte les
documents de cette base.
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FIGURE 1.4 — Capture d’écran d’une base de connaissances.

1.2 Apprentissage de représentations

Afin de pouvoir traiter les documents textuels, les algorithmes d’intelligence artificielle ne
peuvent se satisfaire de données symboliques ; ils nécessitent des représentations qui leur sont

intelligibles ; cet enjeu étant en effet crucial pour les performances des méthodes d’appren-
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tissage artificiel. Ces représentations peuvent étre construites manuellement en sélectionnant
les caractéristiques jugées les plus intéressantes. Cette facon de faire s’avére néanmoins com-
plexe et fastidieuse, et la nécessité de construire des représentations moins dépendantes de
la sélection des caractéristiques s’est faite de plus en plus pressante.

On définit 'apprentissage de représentation comme « [’apprentissage des représentations
des données qui rendent plus simple l'extraction d’informations lors de la construction d’un
classifieur ou de tout autre prédicteur » |[BENGIO, COURVILLE et al., 2013|. Les représen-
tations ne sont dés lors plus construites mais apprises, et sont spécifiées non plus les ca-
ractéristiques a conservées, mais les propriétés que l'on souhaite préserver. Les méthodes
d’apprentissages peuvent étre supervisées, ou non. Un autre intérét se trouve également dans
la réduction de la dimension des données, permettant d’obtenir des représentations denses
et compactes, autrement dit des représentations de dimensions trés inférieures a celles des
données d’origine, trés peu creuses. Cette réduction de dimensions permet de capter certains
invariants ou régularités entre les données. On cherche également des représentations conti-
nue, telles que f(x + €) ~ f(z), pour € petit. Cette propriété permet aux algorithmes de
machine learning de pouvoir généraliser a partir des données d’entrainement & des exemples
qui leurs sont proches dans I'espace initial ou elles prennent place.

Dans la suite de ce manuscrit, nous verrons que ’apprentissage de représentations de
graphes partage énormément avec celui de mots et de documents. Cela s’explique par le fait
que beaucoup de méthodes adaptées aux graphes s’appuient sur des méthodes originellement
développées pour le texte, et utilisent des marches aléatoires, dont les suites de sommets
peuvent étre assimilées a des phrases, autrement dit des suites de mots. Le cas de "appren-
tissage de représentations de réseaux de documents est quand & lui un peu différent, en ceci
que l'information portée par le réseau joue souvent un role de « lissage » sur les représenta-
tions; I’hypothése de modélisation le plus souvent retenue étant que les documents liés dans

le réseaux sont également proches par le sens.

1.3 Cas d’application

Les travaux présentés au long de ce manuscrit tenteront de s’inscrire dans une recherche
de liens entre informations textuelles et structure des réseaux. C’est en effet la mise en lien
des différents contenus entre eux qui permet la mise en place d’'une base de connaissances
utilisable et vivante.

Un élément constitutif des bases de connaissances peut étre vu dans la génération des
hyperliens au sein des textes, pointant vers les pages associées. La création de ces hyperliens
requiert une intervention humaine. Ils peuvent étre insérés lors de la rédaction de la page en

question, comme cela se fait par exemple sur Wikipedia, ou alors générés a la volée, en cher-
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chant dans chaque document ’apparition des mots constituants le titre d’une autre page. Ces
deux méthodes se révélent contraignantes, chacune a leur fagon, pour les contributeurs. Dans
le premier cas, I'auteur doit les spécifier manuellement, opération requérant de connaitre le
titre exact de la page pointée®. Dans le second, il devra, soit faire apparaitre explicitement
le titre d’une page lors de la rédaction, ou tout du moins ajouter un alias, ce qui rajoute
une charge importante aux contributeur. Il devient alors intéressant de proposer une mé-
thode permettant de proposer automatiquement les mots ou groupes de mots possiblement

a lorigine d’hyperliens entre documents.

1.4 Contributions et plan du manuscrit

Au cours de ce manuscrit nous nous intéressons aux liens entre entre les contenus textuels
et leurs organisation sous la forme de réseaux.

Le chapitre 2 sera extensivement consacrée a un état de I'art sur les différentes méthodes
existantes permettant 'apprentissage de représentations de corpus de documents, de réseaux,
et de réseaux de documents textuels. Un travail préliminaire sur le sujet a été publié pour
les rencontres jeunes chercheurs, en marge de la Conférence en Recherche d’Information et
Applications 2019 (CORIA19) [Duruy, 2019].

Le chapitre 3 portera sur les premiers travaux publiés lors de ce travail de thése, a la
conférence Symposium on Applied Computing 2020 (SAC20) [Duruy, 2020]. On se propose
ici d’employer une méthode déja utilisée en traduction automatique, les procrustes ortho-
gonaux [SCHONEMANN, 1966/, afin de déterminer une transformation linéaire permettant le
passage d’un espace de représentation des documents en réseau a celui de leurs contenus.

Le chapitre 4 présentera la principale contribution de ce manuscrit, Contextuel Relatio-
nal Topic Model (CRTM). Nous décrirons ici une méthode de modélisation de thématiques
adaptée a la prédiction d’hyperliens au sein de corpus en réseau, en nous basant sur les tra-
vaux de CHANG et al., 2009. Ce travail a été publié et présenté lors de la conférence Extraction
et Gestion des Connaissances 2021 (EGC21) [Dupruy et al., 2021]. Nous présenterons éga-
lement une version plus aboutie de ce travail, apportant plusieurs améliorations, accepté a
I’atelier Wiki Workshop 2022, adossé a la conférence The Web Conf 22.

Nous conclurons enfin ce manuscrit en résumant les différentes contributions, puis en

développant les différentes perspectives de recherches qui émanent du travail présenté.

8. C’est par exemple le choix fait Wikipedia, ot les hyperliens sont spécifiés de la fagon suivante : [[ ...
| ... 1]. La partie gauche correspond au texte qui sera affiché et que nous appellerons ’ancre de ’hyperlien.
L’élément & droite de la barre verticale correspond lui au titre de la page pointée.



Chapitre 2

Etat de Dart

Dans cet état de 'art nous nous attacherons & proposer un état des lieux des différentes
méthodes existantes permettant 'apprentissage de représentations de documents textuels,
de réseaux, puis, a la confluence des deux, de corpus de documents structurés en réseaux.
On définira tout au long de ce chapitre 'apprentissage de représentations comme une tache
visant a apprendre des représentations denses d’objets, de telle fagcon que la dimension de
cette représentation soit d’une dimension trés inférieure a celle des données d’origine (la
taille du vocabulaire pour un document, ou le nombre de sommets pour un graphe), tout en
cherchant & conserver diverses propriétés. Cette tache est devenue cruciale aujourd’hui, tant
le traitement de I'immense quantité de données générées au cours des derniéres décennies
est un enjeu important. Les méthodes présentées par la suite peuvent étre apparentées a
trois grandes familles d’algorithmes : méthodes génératives et apprentissage de thématiques,
méthodes de réductions de dimensions et factorisation de matrice, et enfin, les méthodes

reposant sur des architectures de réseaux de neurones profonds.

21
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2.1 Plongement de mots et de documents

2.1.1 Meéthodes statistiques

Une des fagons les plus simples de représenter des documents au sein d’un corpus est
I'utilisation d’une matrice de comptage termes-documents. On suppose alors I'ordre des mots
comme une information non importante, et seule la présence des mots est prise en compte

NP*V une matrice de comptage termes-documents, ot

dans la représentation. On pose X €
chacun des z; ; représente le nombre d’occurrence du mot v; € V, avec ¥V un vocabulaire de
V' mots, dans le document d; € D, avec D un corpus de D documents. Cette représentation
des documents, se basant uniquement sur des comptages et ne prenant pas en compte 1'ordre
d’apparition des mots est appelé Sac de mots (Bag of words).

LUHN, 1957 propose de se baser sur la fréquence (Term Frequency) d’apparition des
mots, en faisant le postulat que I'importance d’un terme est proportionnel a sa fréquence
d’apparition. En prenant en compte le nombre d’occurrences fg,,, d'un mot w; dans d, on

calcule :

. fd,wj

Un document d peut ainsi étre représenté comme un vecteur de taille V', ou chaque coefficient

tf(wj,d) (2.1)

sera la valeur de fg,,, pour chaque w; € V.

Cependant, tout corpus contient une importante proportion de mots vides (prépositions,
articles, pronoms...), ou simplement non pertinents. La fréquence d’apparition de ces termes
sera donc importante dans tous les documents, leur donnant ainsi plus de poids que des
termes plus rares, mais plus représentatifs du contenu. Il a donc été proposé par JONES,
1972 de prendre en compte également 'importance d’'un mot dans le corpus, la rareté d’un
terme dans tout le corpus D. Un mot rare sera jugé plus discriminant qu’un mot commun.
Cette mesure est la Fréquence inverse de document (Inverse Document Frequency), notée

idf (w;, D), telle que :
D

|{dz . U}j c dz}|

avec au numérateur le nombre de documents dans D, et au dénominateur le nombre de

idf (wj, D) = log

(2.2)

documents d; € D ou apparait le terme w;.
En combinant ces deux notions on peut représenter un mot (et de facto un document) en

utilisant tf-idf, tel que proposé par SALTON et al., 1975 :
tf—idf(wj, di, D) = tf(w]‘, d) X zdf(wj, D) (23)

On peut donc assigner a chaque valeur z; ; de X la valeur de ¢ f-idf (w;, d;, D), afin d’obtenir

une matrice terme-documents.
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Cette matrice s’avére cependant étre large, grandissant avec le nombre de documents et
la taille du vocabulaire, et trés creuse. Il devient donc intéressant de réduire la dimension
de cette matrice afin de la rendre plus exploitable. Latent Semantic Analysis [DEERWESTER
et al., 1990 propose de remédier a ce probléme au moyen d’une décomposition en valeurs
singuliéres (singular value decomposition, SVD) tronquée, afin de plonger linéairement les
représentations des documents dans un espace de dimension K, tel que K < V.

Une décomposition en valeurs singuliéres permet de décomposer la matrice X € RP*V tel
quel X = USRT, avec U € RP? et R € RV” des matrices unitaires, R* la matrice transposée
de Ret ¥ € RP*V une matrice diagonale des valeurs singuliéres de X. Obtenir X, la meilleure
approximation de rang K de X, revient, en vertu du théoréme de Eckart—Young [EECKART et
al., 1936|, & minimiser la distance, au sens de la norme de Frobenius, entre ces deux matrices.
X, la matrice approximant X, est de la forme X = USSR, avec 3 la matrice diagonale ne
contenant plus que les K plus grandes valeurs singuliéres (les autres étant mises a 0). En ne
gardant ainsi que les valeurs singuliéres les plus grandes, on garantit de conserver les axes de
X avec les variances les plus importantes.

Un lien assez naturel peut étre fait avec I’Analyse en Composantes Principales (ACP)
[HOTELLING, 1933|, puisque SVD et ACP sont deux méthodes linéaires voisines lorsque les
données sont centrées. Si la matrice termes-documents X n’est pas centrée, elle est tout de
meéme par nature trés creuse (peu de mots du vocabulaire occurrent dans chaque document),
amenant les moyennes des colonnes & étre proches de 0. LSA peut ainsi étre rapproché d’une
recherche des K composantes principales de la matrice de variance-covariance de X.

pLSA [HOFMANN, 1999| reprend le concept développé avec LSA, en proposant cette fois-
ci une approche non plus algébrique, mais probabiliste. La ot LSA cherche & obtenir une
approximation de X de rang K optimale selon la norme de Frobenius, pLSA propose un
objectif différent. Le modéle considére trois ensembles de variables :

— Lesdocuments d € D = {dy,--- ,dp}, des variables observées. Ceux-ci sont représentés

par leur index dans le corpus.

— Les mots w € V = {wy, -+ ,wy}, également observés.

— Les thématiques z € Z = {z1,..., 2k}, des variables latentes.

On définit les thématiques dans pLSA, comme dans les autres méthodes de modélisation de
thématiques, comme un ensemble de mots susceptibles de porter sur les mémes sujets.

On représente la probabilité qu'un mot occurre dans un document comme :

p(d,w) = p(2)p(d|2)p(w|2) (2.4)

ZEZ

pLSA est un modéle ayant pour parameétres K distributions multinomiales de taille V'

et D mélanges de K thématiques, soit K(V x D) paramétres au total. Le nombre total de
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Ng

D

FIGURE 2.1 — Diagramme en plaques de pLSA (en gris les observations)

parameétres du modéle grossit linéairement avec la taille du corpus D, le rendant plus sensible

a des problémes de sur apprentissages.

L’estimation de z par maximum de vraisemblance se fait au moyen d’un algorithme
FEzpectation-Mazimisation (EM) [DEMPSTER et al., 1977|, qui alterne entre deux étapes.
Lors de la premiére, F, on calcule la distribution a posteriori pour les variables latentes
p(z|d, w), puis on passe a une phase dite de mazimisation (M) ot 'on calcule les paramétres
afin de maximiser la log-vraisemblance. Cette procédure d’estimation permet d’approcher un

maximum local de la log-vraisemblance observée.

Il est possible de dresser un paralléle entre pLSA et LSA. Comme illustré Figure 2.2,
on peut aisément rapprocher la formulation de pLSA a 'Equation 2.4 et celle de LSA :
X = UXRT, et retrouver une équivalence entre U et p(d|z) (ou chaque ligne représente
la probabilité sur un document), V et p(w|z) (ou chaque ligne représente la probabilité de
générer un mot selon chaque thématique) et 3 et diag(p(z)) (la probabilité d’apparition de

chaque thématique).

X U 5 v’

FIGURE 2.2 — Représentation alternative de pLSA, comme décomposition de matrice. La
ligne verte représente p(d|z), la diagonale rouge p(z) et la colonne orange p(w|z)
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2.1.2 Modélisation thématique : LDA

Une des principales limitations de pLSA se trouve dans son incapacité a pouvoir plon-
ger de nouveaux documents, puisque ceux-ci sont représentés par leur index dans le corpus
d’entrainement. Pour pallier ce probléme, Latent Dirichlet Allocation LDA ; [BLEL, NG et al.,
2003] étend pLSA a un cadre bayésien, en ajoutant un a priori aux distributions document-
thématiques p(d|z), sous la forme d’une distribution de Dirichlet. En fixant un nombre K de
thématiques latentes, on cherche a apprendre lesquelles sont représentées dans chaque docu-
ment, et quels mots leurs sont associées. Ceci sous-tend plusieurs choses. Premiérement, une
thématique explique 'occurrence d’un mot dans un document. Ensuite, les mots du voca-
bulaire appartiennent aux différentes thématiques avec différentes probabilités (par exemple
le terme truffe peut étre lié & une thématique relative aux animaux et a une autre rela-
tive aux champignons). Enfin, les documents ne sont expliqués que par un petit nombre de
thématiques.

LDA étant une base importante du travail présenté le long de ce manuscrit, nous nous

attarderons sur son fonctionnement, puis sur sa procédure d’inférence.

2.1.2.1 Modéle génératif

Soit o € RX un hyperparamétre controlant la distribution des thématiques des docu-
ments. On considére alors §; € RX le parameétre représentant le mélange de thématiques du
document d, généré selon une loi de Dirichlet de paramétre a. Le choix de la loi de Dirichlet
s’explique par le fait qu’elle est la loi conjuguée de la loi multinomiale, permettant ainsi
de réaliser les calculs analytiquement. Pour chaque mot observé w,; du document d, on lui
attribue une thématique z4; € {1,---, K} tirée selon une loi multinomiale de parameétre 6.
Enfin, on tire le mot wg, € V selon une loi multinomiale de parametre 3., , avec 3 € REXV

I’a priori sur la distribution des mots par thématiques.

Algorithme 1 : Modéle génératif de LDA
foreach d € D do
04l ~ Dir(«a)
foreach w,; € d do
Zd,i|0d ~ Multz(@d)
Wq,i| 2 ~ Multi(B.,,)

2.1.2.2 Estimation

L’estimation bayésienne des paramétres 0, S et z de LDA requiert le calcul de la distri-

bution a posteriori des variables latentes sachant un document, tel que :
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D

FIGURE 2.3 — Modeéle graphique de LDA (en gris les observations)

(0, z, w|a, B)

. p
p(0, z|w, a, B) = o(wla ) (2.5)
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1

On remarque cependant que le dénominateur (Equation 2.6) devient rapidement incalcu-
lable, car il nécessite de marginaliser sur # et z. Les auteurs proposent d’utiliser I'inférence va-
riationnelle [BisHoP, 2006| afin d’estimer les parameétres (bien que d’autres méthodes puissent
étre envisagées, telle que I'approximation de Lagrange ou l’échantillonnage de Gibbs [WEI
et al., 2006]).

2.1.2.3 Approximation en champ moyen

Le probléme posé précédemment peut étre contourné en approximant la distribution pos-
térieure p(w|a, ) au moyen d’une famille de distributions ¢, afin de simplifier les calculs. On
introduit deux variables (dites parametres variationnels) v et ¢, respectivement liées a 0 et z,
afin de les découpler, comme montré a la Figure 2.4. Cette hypothése d’indépendance entre
les variables latentes est connue sous le nom de mean field approxrimation |PARISI, 1988], et
permet de calculer efficacement les régles de mise & jour des paramétres indépendamment.
L’objectif est donc maintenant d’approcher au mieux p(, z|w, «, B), c’est a dire trouver les
valeurs du couple (7%, ¢*) minimisant la divergence de Kullback-Leiber (D) entre cette

distribution ¢(6, z|7, ¢) et la véritable postérieure, comme présenté a 1’'Equation 2.7.
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FIGURE 2.4 — Modele graphique de LDA avec les parameétres variationnels

(’y*a ¢*> = argmin(’y,qb)DKL (q(ea Z|/77 ¢) ||p<07 Z|w7 «, ﬁ)) (27)

Pour cela nous exprimons la log-probabilité marginale de nos observations de facon a la
borner (Equations 2.8). Le passage de 2.8b & 2.8c est permis par 'inégalité de Jensen. ', du
fait de la stricte concavité de la fonction logarithme. On nomme la borne inférieure donnée
Equation 2.9, I'opposé¢ de I'entropie, Evidence Lower Bound (ELBO), notée L(v, ¢;a, ).
Apreés réécriture, on note que maximiser cette ELBO revient a minimiser la divergence KL

entre la distribution postérieur et distribution variationnelle.

log p(w|a, ) zlog/Zp(G,z,w|a,ﬁ)d9 (2.8a)
p(0, z, w|a, B)q(0, 2)
—log/z 0.7 9) df (2.8b)
>10g/q(9,z)p(0,z,w|a,6)d0—log/q(ﬁ,z) log q(0, z|7y, ¢)do (2.8¢)
=B, [logp(0, z,wla, B)] — By [log q(0, 2|7, ¢)] (2.8d)
D\I:L Entropze
= L(v,¢; , B)
ELBO

1. Inégalité de Jensen : Soit f une fonction concave sur un intervalle réel I, et X une variable aléatoire
a valeurs dans I, dont l'espérance E(f(X)) existe. Alors, f(E(X)) > E[f(X)].
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2.1.2.4 Algorithme EM

Les parametres v;, le paramétre variationnel correspondant a 0;, ¢,,;, le paramétre varia-
tionnel correspondant a z,;, et S peuvent maintenant étre estimés au moyen de multiplica-
teurs de Lagrange. On détaillera la méthode pour I'estimation de ¢, ;, avant de donner les
résultats pour les autres paramétres.

Dans un premier temps on peut réécrire la ELBO sous la forme :

L(y, ¢; e, f) = Eyllog p(Ba)] + Eq[log p(z]0)] + Ey[log p(w]z, 5)]

—E,[log q(0)] — Ey[log q(z)] (2.9)
Soit,
L(7. ¢, B) = log F(Z ;) — Zlog D(a;) + Z(ai — 1) (U(y) — ‘I’(Z %))
20D onil ) = (3 )

N \4
+D D buaw)log i

n=1 i=1 ]:1

- 1ogF<Z %) + Zlogw) = D0 = D) = ¥R ))
=22 bnilog b (2.10)

n=1 i=1

avec ¥ la fonction diagamma, tel que ¥(z) = F/(( )), ou I' est la fonction gamma. On commence

par former le lagrangien en ne gardant que les termes relatifs a ¢,,;, et on peut écrire :

N K K K
Lo, =D > 6ni(W) = T %) + bnilog Biw — bnilog dus + Aa(d_ 65— 1)

n=1 i=1 j=1 j=1

avec B, = p(w? = 1]z' = 1)

En résolvant 8‘3)5 = 0 on arrive alors a :
n ’I

Pni =Bip eXP < Z% -1+ /\¢> (2.11)
Ocﬁi,v €xXp <\Il(’yz> - \Ij(z ’YJ)) ) (212)

avec Ay le coefficient de Lagrange.
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En suivant cette procédure, on détermine également I’expression du paramétre variation-
nel v et du parameétre 3, respectivement aux équations 2.13 et 2.14. On alterne finalement
I’estimation des parameétres variationnels et de (3, de la méme fagon qu’'un algorithme EM
classique. La procédure compléte d’estimation a une complexité en temps de O(DN K), avec
N le nombre moyen de mots dans un document. Puisque le nombre de thématiques K est
fixé et que la taille des documents d’un corpus est souvent homogéne, on peut avancer que

la complexité en temps de LDA dépend linéairement du nombre de documents du corpus.

N
Yi=0i+ Y b (2.13)
n=1

D N ‘
Bi,j=> > Ganiwh, (2.14)

d=1 n=1

2.1.2.5 Extensions

LDA est un modéle qui a été particuliérement utilisé dans de nombreuses taches de NLP.
C’est donc tout naturellement qu’il a été continuellement étendu au fil du temps et adapté
a une grande variété de cas d’usage. Certaines de ces extensions proposent de nouvelles
procédure d’inférence, d’autres étendent LDA a de nouveaux types de données et d’autres

adaptent LDA a de nouveaux cas d’usage.

2.1.2.5.1 Autres procédures d’estimation : BLEI, NG et al., 2003 proposent dans
leur article d’estimer les parameétres de LDA en utilisant une méthode variationnelle. Cette
approche sera reprise dans de nombreux travaux suivants la publications de LDA, comme
dans [CHANG et al., 2009] ou [GUO et al., 2009]. D’autres travaux ont cependant proposé
d’effectuer cette estimation au moyen d’un échantillonnage de Gibbs, comme |[GRIFFITHS et
al., 2004] ; [WALLACH et al., 2009] ; [JAGARLAMUDI et al., 2010]. Ces méthodes, basées sur les
Monte Carlo Markov Chains |[ROBERT et al., 2011], semblent aujourd’hui les plus populaires
parmi les procédures d’estimation des méthodes basées sur LDA. Chacune des ces méthodes
présentent ses propres avantages et inconvénients : le Gibbs sampling propose une garantie
de tirer des échantillons asymptotiquement exacts de la distribution cible, contrairement a
I'inférence variationnelle, mais requiert beaucoup plus de calcul, le rendant en général plus
lent que les méthodes variationnelles et donc moins adapté aux larges jeux de données (la
continuelle amélioration des capacités de calcul tend cependant & effacer de plus en plus cette
limitation). On trouve également d’autres propositions permettant de surmonter la limitation

de LDA quand & sa mise a jour en présence de documents non initialement présents dans
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le corpus d’entrainement. C’est ce que propose par exemple Online LDA [HOFFMAN et al.,

2010], en adaptant I'inférence variationnelle de LDA

2.1.2.5.2 Autres cas d’usage : LDA repose sur I’hypothése sac de mots, c’est & dire
que 'ordre d’apparition des mots n’est pas pris en compte lors de la modélisation des docu-
ments (les mots sont indépendants les uns des autres) et les motifs de co-occurrence des mots
ne sont qu’implicitement modélisés, et seulement au niveau du document. Plusieurs travaux
proposent donc de dépasser la formulation sac de mots et de réintroduire une certaine dé-
pendance entre les termes. YAN et al., 2013 propose par exemple avec Biterm Topic Model
de s’intéresser aux paires de mots qui co-occurrent dans un corpus. Les thématiques ne sont
des lors plus assignées a un mot, mais a une paire de mots, permettant la production de
thématiques de meilleure qualité lorsque les textes sont trés courts. On peut également noter
Hidden Topic Markov Model (HTMM) [GRUBER, WEISS et al., 2007|, un modéle proche de
LDA, mais qui abandonne ’hypothése d’indépendance entre les thématiques latentes. Au lieu
de présumer de I'indépendance conditionnelle de la distribution de thématique au sein d'un
document, HT'MM modélise explicitement cette dépendance au moyen d’une chaine de Mar-
kov, faisant dépendre les thématiques des mots d’une phrase de celles des mots de la phrase
précédente. Cette approche permet une nette amélioration en désambiguisation et améliore
la capacité du modeéle a correctement assigner une thématique aux termes non observés lors
de 'entrainement .

On trouve également de nombreux travaux cherchant a enrichir le cadre de LDA avec des
données additionnelles. Dynamic Topic Model [BLEI et LAFFERTY, 2006| prend en compte,
en plus des documents d'un corpus, leur date de publication. Le corpus est découpé en
tranches (une année dans l'article original) et les documents de chaque tranche sont considérés
comme étant générés par un ensemble de thématiques venant de la tranche précédente. On
peut également citer Author Topic Model |[ROSEN-ZVI et al., 2004] ou s’ajoute au corpus
de documents une information sur les auteurs. On modélise qu'un groupe d’auteurs écrit un
document, et I'on choisit pour chaque mot un auteur, selon une loi uniforme. On tire ensuite
la thématique de ce mot selon la distribution de thématiques propre a son auteur, avant de
le générer a partir de la thématique assignée. On estime donc conjointement la proportion de
thématiques de chaque document, ainsi que celles de ses auteurs, traduisant leurs thématiques
de prédilection. CHANG et al., 2009, enfin, proposent de prendre en compte, avec Relational
Topic Model (RTM), les liens existant dans des réseaux de documents afin de permettre une
meilleure représentation des documents et de s’adapter a une tache de prédiction de liens.
Cet article étant une base importante des travaux présentés dans ce manuscrit, il sera couvert
en détail dans la partie 77 de ce chapitre.

Enfin LDA a été adapté a une grande variété de taches, et ce, dans tous les domaines,
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comme par exemple :

— Geéographie [L. ZHANG et al., 2015]; [H. TANG et al., 2012]

— Sciences politiques [SONG et al., 2014 ; [BALASUBRAMANYAN et al., 2012]

— Linguistique [HEINTZ et al., 2013]; [VULIC et al., 2011]

— Biologie [PERINA et al., 2010]; [MILLAR et al., 2009]

— Développement informatique [LUKINS et al., 2010]; [X. YANG et al., 2017]

Analyse de réseaux sociaux [HU et al., 2012|; [TAN et al., 2013]

La modélisation de thématique n’est cependant pas la seule approche pour la représen-
tation de documents, et de nombreuses méthodes ont émergé lors de la derniére décennie, se
focalisant sur 'apprentissage de représentations distributionnelles. Dans la mesure ou cette
catégorie de méthodes repose énormément sur 'apprentissage de représentations de mots,
nous dresserons un rapide état de 'art des différents modéles destinés & apprendre des repré-

sentations distributionnelles de mots.

2.1.3 Meéthodes d’apprentissage de représentations

distributionnelles

L’apprentissage de représentations de mots est une tache centrale, et les méthodes déve-
loppées pour y répondre trouvent des applications bien au dela des frontiéres du TAL. Au
cours de la derniére décennie de nombreux modeéles ont été proposés, dont I'hypothése prin-
cipale trouve sa source dans la linguistique de corpus. Nous présenterons dans cette parties
des contributions majeures permettant d’apprendre des représentations distributionnelles de
mots.

Cette nouvelle facon de représenter les mots a émergé en prenant comme paradigme
Uhypothese distributionnelle |HARRIS, 1954, théorie née dans la seconde moitié des années
50 dans la communauté des linguistes américains, et qui marque les débuts de la linguistique
de corpus. FIRTH, 1957 résume cette hypothése par la formule "You shall know a word by the
company it keeps", autrement dit les mots apparaissant dans des contextes similaires tendent
a étre également proches par le sens. L'une des premiéres méthodes visant a apprendre une
représentation distribuée des mots est attribuée a BENGIO, DUCHARME et al., 2003. Cette
représentation sera par la suite appelée plongement de mots (word embedding en anglais), et

prend la forme d’un vecteur de taille p dans R”, de telle facon que p << V.

2.1.3.1 Word2Vec

Les travaux ayant eu le plus d’influence dans 'apprentissage de plongement de mots
se retrouvent dans Word2Vec. Dans Word2Vec le contexte, c¢’est-a-dire les motifs de co-

occurrence des mots entre eux, est modélisé par une fenétre de taille [ = 2m + 1 centrée
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FIGURE 2.5 — Exemple de fenétre glissante pour m = 2. Ici la fenétre est centrée sur le mot
couché, produisant les paires de mots suivantes : (me, couché), (suis, couché), (de, couché)
et (bonne, couché).

autour d’'un mot, comme représenté a la Figure 2.5. Cette fenétre est dites "glissante" car
elle se déplace tout du long des documents du corpus afin de construire les paires de mots.
On note C 'ensemble des paires ainsi construite.

Deux architectures différentes coexistent au sein de Word2Vec, et ont des bases com-
munes : Continuous bag of words (CBOW) et Skip-gram (SG) |[MikoLov, K. CHEN et al.,
2013]. Ces deux méthodes se rejoignent en ceci qu’elles reposent sur le contexte d’apparition
des mots. Elles prennent également la forme de réseaux de neurones a deux couches qui visent
a apprendre pour chaque mot un vecteur lui correspondant dans un espace de représentation.
Elles différent cependant sur leur objectif d’optimisation, puisque CBOW vise a prédire un
mot suivant les mots qui ’entourent alors que Skip-gram cherche lui a prédire un contexte

en prenant en entrée un mot, comme illustré a la Figure 2.6.

2.1.3.1.1 Skip-gram Le modéle Skip-gram (SG) cherche a apprendre la représentation
u; € R?” d’un mot w; qui permette de prédire les représentations (¢;—m, -+ , Ciym), €lles aussi
des vecteurs dans R”, des mots w; € {w;_p, -, Wiyn} qui Pentourent dans un document.
Par la suite, nous utiliserons également les notations U € RP*? et C' € RP*?, la matrice dont
la i®m¢ correspond & u; et ¢; respectivement. Skip-Gram modélise la probabilité d’observer
un mot w; appartenant au contexte de w; sachant w;. On cherche alors & maximiser la
log-vraisemblance de I’ensemble C des paires de mots qui co-occurrent dans le corpus telles

que :

> log plwj|w), (2.15)
(wi,wj;)eC
es(wi7wj)

Z Dy €513

(w;,wj;)eC
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INPUT PROJECTION OUTPUT INPUT PROJECTION  OUTPUT

w(t-2) w(t-2)

w(t) —>|
\ w(t+1)

w(t+1)

w(t+2) w(t+2)

cBOW Skip-gram

FIGURE 2.6 — Représentations graphiques des modéles CBOW et Skip-gram, tirées de
[MikoLovV, Q. LE et al., 2013]

ol s(w;,w;) = u; - c; est appelé fonction de score, avec u; est le plongement de w;, dit
vecteur cible, et ¢; un vecteur de plongement du mot w;, dit vecteur contexte.

Le dénominateur de ’'Equation 2.16 est néanmoins cotiteux a calculer dans la plupart des
cas, le calcul étant en temps O(V'), et les vocabulaires de tailles importantes. Deux méthodes
ont été proposées par les auteurs pour pallier ce probléme.

Hierarchical Softmax : Cette méthode propose de représenter le softmax sous la forme
d’un arbre binaire, chaque mot devenant une feuille de ’arbre. Il n’est alors plus nécessaire que
de suivre le chemin de la racine de I'arbre au noeud correspondant, sans prendre en compte
les autres noeuds. On représente Figure 2.7 un exemple d’arbre binaire pour Hierachical
Softmax.

Le calcul peut étre effectué en temps O(log(V')). p(w;|w;) est alors approché de la fagon

suivante :
L(w;)
plw;lw;) = PPy | W) (2.17)
k=1
L(w;)
= 1] oG " ) (2.18)
k=1

ot L(w;) est la longueur du chemin pour atteindre le noeud correspondant au mot w;, o

la fonction sigmoide tel que o(z) = ﬁ, et v, un vecteur servant de coefficient, li¢ au
+exp (wy,

k)
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FIGURE 2.7 — Exemple d’arbre binaire, pour un vocabulaire de 11 mots w;. En rouge L(w7),
le chemin de la racine a la feuille correspondant au mot wy. n,, j représente le jime noeud
de L(w7)

longtemps 2
je 9
me 8
bleu 4
de 14
heure 3 me hleu heure
cheval 1 cheval longtemps

FIGURE 2.8 — Exemple d’arbre Huffman. A gauche le tableau donnant le nombre d’occurrence
de chaque mots dans le corpus, et a droite I'arbre correspondant.

noeud 7y, 1. Si plusieurs fagons de construire I'arbre sont envisageables [GOODMAN, 2001];
[MORIN et al., 2005]; [MNIH et al., 2008], les auteurs proposent de construire un arbre de
Huffman. Comme illustré Figure 2.8, la longueur du chemin de la racine de I'arbre a la feuille
correspondant & un mot est inversement proportionnelle au nombre d’occurrences de ce mot

dans le corpus, ce qui minimise le nombre de calculs nécessaires a I’Equation 2.18.

Echantillonnage négatif : Si Hierarchical Softmax permet un gain de performance par
rapport au softmax classique, il tend a perdre en efficacité sur les corpus volumineux, ol
méme log(V') devient grand. MikOLOV, Q). LE et al., 2013 proposent avec Skip-gram with ne-
gative sampling (SGNG), une nouvelle méthode d’estimation, basée sur la Noise Contrastive
Estimation présentée dans [GUTMANN et al., 2010|. Puisque 'objectif premier de Skip-gram

est de pouvoir différentier des paires de mots co-occurant réellement dans un corpus des
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paires de mots aléatoires, les auteurs réécrivent la fonction objectif en deux parties afin de
s’affranchir du calcul du dénominateur du softmax de I’Equation 2.18. D’abord la probabilité

conditionnelle du mot contexte en fonction du mot cible devient :

p(w;lw;) = o(s(w;, w;)), (2.19)

avec o la fonction sigmoide et s(w;, w;) = w; - ¢;.

Ensuite, la maximisation de la log-vraisemblance est rapportée & un probléme de classi-
fication binaire cherchant a différencier les mots apparaissant effectivement dans les mémes
contextes, les paires positives, du bruit, autrement dit des paires négatives ne co-occurrant

pas ou presque jamais. L’objectif & maximiser devient alors :

Z <log o(s(w;, wy)) + Z By~ P, (w) [log o(—s(w;, wk))]> : (2.20)

(w.,-,wi)e(,' k=1

3
avec K le nombre d’exemples négatifs tiré selon une loi P(w;) = St on f (w;) est la

Sy f(wy)d
fréquence d’apparition du mot w; dans tout le corpus. L’exposant % a été trouvé empirique-

ment, et permet d’effectuer un lissage donnant plus de poids aux mots les moins fréquents.

En maximisant 'Equation 2.20 les mots sémantiquement proches auront tendance a se
rapprocher dans I'espace de représentation, et les mots dissimilaires a s’éloigner. La qualité
des plongements de mots obtenus dépend cependant du nombre d’exemples négatifs fixés
lors de I’entrainement, et il est nécessaire de déterminer la valeur de K offrant le meilleur
compromis entre qualité et temps de calcul. Les auteurs indiquent que pour de larges corpus,

un nombre d’échantillons négatifs K entre 2 et 5 permet d’atteindre de bons résultats. La
complexité de SGNG est de O(K|C|).

2.1.3.1.2 Liens avec la factorisation de matrices Plusieurs travaux ont cherché a
faire le lien entre l'objectif de SGNS et la factorisation de matrice. LEVY et al., 2014 montrent
que l'on peut ramener SGNS une factorisation implicite d’une matrice M, dont chaque coef-
ficient m; ; correspond a la Pointwise Mutual Information (PMI) entre w; et w;. Cependant
cette méthode repose sur une hypothése forte, a savoir que K > V. La PMI entre deux mots
représente une mesure de l'association entre eux. Plus formellement, elle s’intéresse au ratio
entre la probabilité p(w;, w;) que ces mots co-occurrent et la probabilité p(w;)p(w;) qu’ils
co-occurrent s'ils étaient indépendants. Elle est notée PMI(w;,w;) = log ﬁ:ﬁ;—%. Plus pré-
cisément, les auteurs utilisent comme mesure la Shifted Positive PMI (SPPMI), telle que
SPPMI(w;,w;) = max(PMI(w;,w;),0) — log(K), avec K le nombre d’exemples négatifs.
Il serait donc possible, en théorie, d’atteindre les performances de SGNS en construisant la

matrice de SPPMI. Les expériences menées par les auteurs ne permettent pas d’atteindre
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les mémes performances que celles obtenues par MIKOLOV, SUTSKEVER et al., 2013, par-
ticulierement en résolution d’analogie. Ces résultats semblent indiquer que la factorisation
de la SPPMI et que le choix de la SVD comme outil de factorisation ne constituent pas les
meilleures approches. L’approche retenue par Y. L1 et al., 2015 repose, elle, sur la factorisa-
tion de la matrice de co-occurrences, et raméne SGNS & une factorisation explicite de cette
matrice. Les auteurs proposent ainsi une formulation strictement équivalente & SGNS. Les
expérimentations menées valident également cette approche, les performances obtenues étant

égales, voire parfois légérement meilleures, & celles obtenues avec la formulation originale.

2.1.3.1.3 Continuous bag of words Continuous bag of words (CBOW) vise, quant a
lui, & prédire un mot a partir des mots de son contexte, comme illustré a la Figure 2.6. CBOW
défini le vecteur contexte ¢ d’un mot comme la moyenne des vecteurs de plongement des mots
qui 'entourent dans la fenétre glissante. On note C I’ensemble des plongement des mots du
contexte, et ¢ = ﬁ Zciec ¢;. En utilisant ’échantillonnage négatif, 'objectif & maximiser
sera le méme que celui présenté a ’Equation 2.20, mais la fonction de score sera cette fois
s(w;, C) = u; - c.

Le choix de 1'une ou 'autre des variantes de Word2Vec dépend grandement des besoins
exprimés par leur utilisateur. Le temps nécessaire a I'entrainement de CBOW est nettement
moins important que celui de n’importe quelle variante de Skip-gram. Cependant, la quantité
de données sur lesquelles les modéles seront entrainés joue aussi un role important dans ce
choix. Skip-gram, et plus particuliérement sa variante avec échantillonnage négatif, tend a
produire des plongements de mots d’une meilleure qualité que CBOW lorsque les corpus
disponibles sont de petites tailles [MikoLOV, K. CHEN et al., 2013|. Néanmoins, lorsque
les corpus disponibles sont importants, et que la représentation des mots les plus rares ne
constitue pas un enjeu primordial, CBOW, de part le lissage sur les mots du contexte, permet
d’obtenir de meilleurs plongements des mots les plus fréquents. Skip-gram semble cependant
avoir été la variante majoritaire durant de nombreuses années, et ce succés peut en partie
s’expliquer par le fait que le modéle exhibe une particularité intéressante dans la géométrique
de ses représentations. Il semble en effet que SGNS puisse capter les liens sémantiques entre
certains termes, permettant ainsi la construction d’analogies. Un des exemples les plus connu
illustrant cette propriété montre que le vecteur de plongement du mot reine, U, ¢ine, vérifie
la relation Ureine = Uroi — Uhomme 1 Ufemme, idiquant que le modele a su capter la relation

entre les concepts de royauté et de genre.

2.1.3.2 FastText

BOJANOWSKI et al., 2017 adapte la formulation de SGNS pour apprendre des représenta-

tions de mots, mais les représente comme la somme des représentations des n-grams qui les
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composent. Le mot temps sera ainsi décomposé en <te, tem, emp, mps, ps> pour n = 3.
Les caractéres < et > permettent de marquer le début et la fin des mots, afin par exemple
que le n-gram <te ne soit pas assimilé au mot <te>. Les auteurs introduisent une nouvelle
fonction de score dans 'objectif de SGNS. En lieu et place du produit scalaire entre le vec-
teur cible et le vecteur contexte donné a 'Equation 2.19, ce score est maintenant obtenu en
sommant les produits scalaires des n-grams composant le mot cible et le vecteur contexte.

L’objectif & maximiser reste :

> Jo(s(wiwg) + Y Buyp, ) [o(—s(wi, wi)] | |

(’wj,’wi)ec

avec K le nombre d’exemples négatifs désirés, mais

s(w;, wj) = Z 24Cj, (2.21)

geg’wi

ou G,, correspond a l’ensemble des n-grams qui composent le mot w;, z, la représentation de
son ¢'¥m° n-gram, et ¢; la représentation contexte du mot w;. Cette formulation permet de
partager entre tous les mots la représentation des n-grams et ainsi améliorer la représentation
des mots les plus rares. Elle présente également un avantage important dans ’apprentissage
de représentation de mots dans le contexte d’une langue agglutinante, comme peuvent 1’étre

par exemple le finnois, le turc ou le hongrois [KuyuMcU et al., 2019].

2.1.3.3 GloVe

Un autre modéle de plongement de mots a été proposé comme alternative a Word2vec :
GloVe [PENNINGTON et al., 2014]. Ce modéle repose cette fois sur une factorisation explicite
de la matrice des co-occurences. En la factorisant et en la reconstruisant selon ’objectif décrit
a I'Equation 2.22, le modéle apprend les représentations cibles u; de w; et contexte c; de wj,
ainsi que les biais b, et b.;. On définit également la matrice de co-occurrence S, ot chaque

coefficient s;; représente le nombre de co-occurrences entre les mots w; et w;.

v v

Z Z f(sij) (U, ©Cj + bu + bc — lOg Sij)Q s (222)

i=1 j=1
avec f(s;;) une fonction de pondération permettant de limiter le poids donné aux co-occurrences
les moins courantes et de limiter 'importance des co-occurrences trop fréquentes. Cette fonc-
tion est définie tel que :

3

sij V4
) S1 845 < Simaz

f(sij) = ( : (2.23)

1 sinon
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avec Spqp un seuil défini a priori.

GloVe et Skip-Gram fonctionnent de fagons similaires : modéliser la probabilité qu’un mot
w; apparaisse a proximité d’'un mot w;, comme détaillé aux Equations 2.15 et 2.16. Puisqu’il
est bien souvent trop cotiteux de calculer le dénominateur de la derniére équation, Skip-Gram
proposait plusieurs méthodes pour s’affranchir de cette limite. GloVe en propose une nouvelle
en introduisant dans I'expression de la log-vraisemblance le nombre de co-occurrences s;; entre

chaque termes, tel que :

VoV
ZZSU log p(w;|w;) (2.24)

i=1 j=1
Une autre différence entre SG et GloVe se trouve dans le choix de la fonction d’erreur
utilisée. Le premier cherche & minimiser I'entropie croisée quand le second choisit la méthode
des moindres carrés. Les auteurs justifient ce choix par la propriété de I'entropie croisée a mal
modéliser les distributions avec une longue traine, et ainsi donner un poids trop important
aux éveénements rares. La matrice de co-occurrences S est construite au moyen d’une fenétre
glissante identique a celle utilisée dans Word2Vec. Si cette méthode permet un gain en termes
de temps de calcul, la construction de la matrice a cependant un cotit en mémoire qui peut

s’avérer important.

2.1.3.4 Limites de la représentation distributionnelle

Ces différentes méthodes ne sont cependant pas exemptes de problémes et de limitations,
et captent de nombreux biais inhérents aux corpus sur lesquels ils sont entrainés. En premier
lieu, nous sommes moins enclins, lorsque nous communiquons, a mentionner des éléments qui
nous semblent évident, et inversement, nous insisterons plus sur des informations nouvelles
ou des liens rares. En termes de plongement de mots, cela pourra se traduire par une co-
occurrence moins importante entre deux mots dont le lien est pourtant évident. Un cygne noir
sera mentionné comme un cygne noir, alors qu’'un cygne blanc ne sera mentionné que comme
un cygne. Une autre limitation dans ces représentations est leur incapacité a gérer le caractére
polysémique de certains mots. Le terme Opéra peut aussi bien désigner un batiment, un art
ou une patisserie et apparaitre dans des contextes radicalement différents, mais ne disposera
que d’une seule représentation, inadaptée.

Enfin, et d’une facon plus générale, toutes les méthodes basées sur I'apprentissage a
partir de larges corpus tendent a refléter les biais intrinséques des personnes qui les écrivent.
CALISKAN et al., 2017 montrent que I'on retrouve dans les plongements de mots certains
stéréotypes raciaux ou liés au genre. Plusieurs méthodes ont cependant été proposées depuis,
afin de tenter de mitiger ces biais [BOLUKBASI et al., 2016]; [T. WANG et al., 2020].
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2.1.4 Meéthodes de plongement de documents basées sur

I’hypothése distributionnelle

Dans la lignée des méthodes de plongement de mots définies précédemment plusieurs mé-
thodes permettant de représenter des documents ont été proposées. Si la méthode consistant
a moyenner les représentations des mots qui composent un document semble la plus évidente,
et qu’elle permet d’obtenir des résultats intéressants [GERSHMAN et al., 2015], elle ne repré-
sente pas le meilleur moyen d’obtenir des plongements de documents exploitables pour la
vaste majorité des taches de TAL. Pour y parvenir, les méthodes envisagées peuvent, soit
reposer sur I’apprentissage direct de représentations des documents conjointement a celle des
mots, ou bien sur 'apprentissage de paramétres permettant de combiner efficacement des
plongements de mots pré-appris.

La plus connue des méthodes d’apprentissage de représentation de documents est proba-
blement Paragraph2Vec [Q). LE et al., 2014] (souvent dénommé Doc2Vec, selon I'implémen-
tation proposée dans la bibliothéque python Gensim?). Ce modéle connait deux variantes,
chacune reprenant une variante de Word2Vec. La premiére, Paragraph Vectors - Distribu-
ted Memory (PV-DM) repose sur CBOW et Paragraph Vectors - Distributed Bag of Words
(PV-DBOW) sur Skip-Gram. La Figure 2.9 présente leurs représentations graphiques. Dans
ces deux variantes, chaque document est représenté par un identifient unique, qui est ajouté
a tous les contextes présents au sein de celui-ci. On fait ainsi co-occurrer la représentation
du document avec chaque mot qui le compose. Dans PV-DM on cherche a prédire le mot au
centre de la fenétre en sommant les représentations des mots du contexte et la représentation
du document. Dans PV-DBOW, le modéle cherche a prédire le contenu des fenétres glissantes
a partir de la représentation du document. Les auteurs remarquent que si PV-DM semble
fournir des représentations de meilleure qualité que PV-DBOW, c’est la concaténation des
représentations des documents obtenues par les deux modéles qui semble la plus efficace.

THONGTAN et al., 2019 reprend la formulation de PV-DBOW pour ’adapter & une tache
de classification en analyse de sentiment et propose de remplacer la fonction de score utilisé
a ’Equation 2.19 par un cosinus de I'angle entre les deux vecteurs, tel que :

;
s(wg, w;) = —————, 2.25
(0 05) = o 229

avec wy le token représentant le document d, et w; un mot de d. Cette modification permet
d’obtenir de meilleurs résultats que I'implémentation classique de PV-DBOW sur la tache
considérée par les auteurs. Les auteurs avancent que l'utilisation du cosinus en temps que
fonction de score permet de réduire le sur-apprentissage sur la tache d’apprentissage de

représentation, ce qui permettrait de produire de meilleurs plongement de documents.

2. https://radimrehurek.com/gensim/models/doc2vec.html
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FIGURE 2.9 — Représentations des modéles PV-DM (a) et PV-DBOW (b), tirées de [Q. LE
et al., 2014].

Kiros et al., 2015 reprend avec Skip-Thought I'idée de la contextualisation en I'appliquant
cette fois, non plus aux mots, mais directement aux phrases, dans l'optique de produire des
plongements de celles-ci. Le modéle proposé cherche ainsi a apprendre des représentations des
phrases, puis a prédire la phrase précédente, et la suivante. Pour ce faire, leur architecture se
compose d’un encodeur, un réseau de neurones récurrent de type GRU (Gated recurrent unit)
[CHO, GULCEHRE et al., 2014], prenant en entrée une séquence de mots, et produisant un
vecteur dense. Ce plongement de phrase est alors passé en entrée de deux décodeurs distincts
(eux aussi des réseaux de neurones récurrents), cherchant a prédire respectivement la phrase

précédente et la phrase suivante.

D’autres méthodes de représentation de documents se basent plus explicitement sur des
plongements de mots pré-appris. Par exemple, WU, [. E-H. YEN et al., 2018 propose avec
Word Mover’s Embedding d’apprendre des plongements de documents en utilisant la Word
Mover’s Distance [KUSNER et al., 2015] :WMD. La WMD présente la mesure de distance
entre deux documents (c’est a dire entre deux ensembles de mots) comme un probléme de
transport optimal, en cherchant la quantité minimum de trajet nécessaire pour transporter
les mots d’'un document vers un autre dans ’espace de représentation. En construisant un
noyau défini positif basé sur cette distance [Wu, . E. YEN et al., 2018], le modéle apprend
de facon non supervisée des représentations des documents & partir de plongements de mots

pré-appris, et ce, dans ’espace de représentation des mots.
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2.1.5 Deep learning pour apprentissage de représentations de

documents

Les récentes avancées en matieére de deep learning, couplées a I’évolution des moyens de
calcul et de la quantité de données disponible, ont également touché les problématiques de
traitement du langage. Les premiers travaux adaptent avec succes des architectures ayant déja
fait leurs preuves en dehors du champ du traitement automatique du langage. Par exemple
les Convolutional Neural Networks (CNN) |[LECUN et al., 1998|, originellement développés
sur des taches de reconnaissance d’images, sont employés par COLLOBERT et al., 2008 pour
différentes taches de TAL, allant de la détection d’entités nommées & la modélisation de
langage. De la méme maniére, les Long Short-Term Memory (LSTM) [HOCHREITER et al.,
1997|, initialement utilisées en reconnaissance vocale ou en reconnaissance d’image, ont su
trouver leur place en TAL. Cette tendance est également suivie pour les Gate Reccurent Units
GRU, |CHO, GULCEHRE et al., 2014], et plus généralement, pour les Réseaux de Neurones
Réccurents (RNN). Cette tendance semble cependant s’étre inversée au cours des derniéres
années avec 'arrivée en traitement du langage des mécanismes d’attention, dont le repré-
sentant le plus connu est aujourd’hui le Transformer [VASWANI et al., 2017], qui ont été
adaptés a d’autres domaines d’application tels que 'image [DOSOVITSKIY et al., 2021] ou la
parole. Dans cette partie, nous reviendrons sur le fonctionnement et les principales applica-
tions des LSTM et des CNN, avant de nous pencher plus particulierement sur les mécanismes
d’attention.

En concluant la Section 2.1.3.3 nous pointions les difficultés des modéles comme Word2Vec
ou GloVe a prendre en compte la polysémie. Dans le but de remédier & ce probleme, un
nouveau paradigme de représentation a émergé, basé sur la contextualisation. Quand les
modéles précédents cherchaient & apprendre une représentation fixe pour chaque mot, les
modeéles contextuels assignent & chaque mots une représentation qui est fonction de la totalité
de la phrase ou du document dans lequel il se trouve. Un méme mot aura ainsi autant de

représentations différentes que d’occurrences dans un corpus.

2.1.5.1 Embeddings from Language Models (ELMo)

ELMo [PETERS et al., 2018| propose de produire des plongements de mots contextualisés
en se basant sur une architecture bi-LSTM & L couches, intégrant deux modéles de langue,
prenant respectivement en compte les mots de gauche a droite (forward) et de droite a gauche
(backward) du terme considéré.

En partant d’une séquence de N mots (wy, -+ , wy ), le premier modéle de langue modélise
ieme

la probabilité de la séquence a partir des probabilités du n mot de la séquence en fonction

des mots précédents (wq, - - ,w,_1), c’est & dire de gauche a droite de la phrase, tel que :
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N
p—(wy, - wy) = [ [ plwnlws, -+ w,y). (2.26)
n=1

Le second modéle, quant a lui, modélisera la séquence de droite a gauche, tel que :

N
p<—(w17 e awN) = Hp(wn|wn+17”' 7wN)~ (227)
n=1

ELMo optimise alors les paramétres une premiére fois en maximisant la log-vraisemblance

de la séquence observée, le produit des deux équations précédentes :

log (p— (w1, -+ ,wy) pe(wy, -+ ,wN)) . (2.28)

Le représentation intermédiaire a la [ couche du mots w,, h, est construite en concaté-
nant les représentations intermédiaires de réseaux traitant les séquences de gauche a droite
(forward) et de droite & gauche (backward).

A Dissue de cette premiére optimisation non supervisée, les plongements de mots ne sont
cependant pas encore exploitables, et le modéle est ensuite "raffiné", optimisé une seconde fois
de maniére supervisée, pour étre adapté a une tache de traitement du langage particuliére
(notée task par la suite). Lors de ce second entrainement on apprend les poids s{®* et le

task

facteur d’échelle 4'*** afin de produire le vecteur de représentation E LM 0'*** de w, tel que :

L
ELMO:LaSk _ ,Ytask Z Sllfaskhln (229)
=0

Ces représentations contextuelles peuvent étre utilisées dans une grande variété de taches,
comme 'analyse de sentiments ou la reconnaissance d’entités nommeées. Certaines limitations
demeurent cependant avec cette typologie d’architecture, dont la principale est la difficulté a
paralléliser la procédure d’apprentissage a cause de leur nature séquentielle. VASWANT et al.,
2017 sera le premier a répondre a cette limite en remplacant le LSTM par une composante

d’attention.

2.1.5.2 Les mécanismes d’attention

Les mécanismes d’attention sont un ensemble de techniques développées originellement
pour les réseaux de neurones. Leur objectif est de mettre en avant une portion des données
jugée pertinente tout en réduisant la contribution des autres. Les premiéres traces d’un
mécanisme d’attention peuvent étre trouvées dans BAHDANAU et al., 2015, qui 'applique a
la traduction automatique.

Ce modéle suit une architecture encodeur-décodeur, et vise & produire une séquence

(y1,--- ,yr) de vecteurs de plongement de mots a partir d’une autre séquence de vecteurs
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FIGURE 2.10 — Matrice des scores d’alignement entre la phrase "L accord sur [’Espace éco-
nomique européen a €été signé en aoidlt 1992 et sa traduction anglaise générée, tirée de
BAHDANAU et al., 2015.

(1, -+ ,zn). L’encodeur regoit donc en entrée une séquence (z1,--- ,xy) de plongement de
mots et produit en sortie une séquence de vecteurs (hq,--- ,hy) , dits "vecteurs d’annota-
tions". Le décodeur est, quant & lui, constitué d’un modéle d’alignement suivit d’un LSTM.
A chaque itération ¢, les vecteurs d’annotation sont combinés au sein du modéle d’alignement
afin de produire un vecteur de contexte ¢;, encodant la contribution de chaque annotation h,,.
Le LSTM calcule ensuite son état caché s; en fonction son état précédent s; 1, le mot précé-
demment généré y,_; et un vecteur contexte ¢,,. La Figure 2.11 récapitule le fonctionnement
de cette architecture.

Ce mécanisme permet de ne plus prendre en compte qu'une petite partie de la séquence
d’entrée. Cette méthode est cohérente avec notre intuition que, lors d’une traduction, nous
ne prenons pas en compte l’ensemble de la phrase pour traduire un mot, mais seulement une
portion du texte original. L’influence de ces poids d’alignement est visible a la Figure 2.10,
et I'on remarque que les mots anglais produits en sortie ne profitent que d’une partie extré-
mement réduite de I'influence de la séquence d’entrée en francais. Le mécanisme d’attention
permet aussi de s’affranchir de la nécessité des RNN d’encoder Iintégralité de la séquence
d’entrée comme un vecteur de taille fixe, qui limite leur capacité a gérer de longues phrases
CHO, MERRIENBOER et al.,; 2014. Cette méthode a également été adaptée par [XU et al.,
2015| pour la génération de légendes d’image, mais également par d’autres architectures pen-

sées pour la traduction automatique |[LUONG et al., 2015]; [BRITZ et al., 2017|, qui proposent



44 CHAPITRE 2. ETAT DE L’ART

(Target)  Ye1 Wi

Decoder: RNN with input from
S¢—> - - - previous state + dynamic
context vector.

’ > st»l

Context vec

1 . .
I Attent|.0n layer: parameterized Additive Attention
,I by a simple feed-forward network

Encoder: bidirectional RNN

XX X X, (Source)

FIGURE 2.11 — Illustration du mécanisme d’attention comme défini par BAHDANAU et al.,
2015.

d’autres formulations de 'attention.

Les modeéles présentés précédemment reposent tous sur 1'utilisation des réseaux de neu-
rones convolutifs ou récurrents. VASWANI et al., 2017 propose avec le Transformer, un modéle
concu a l'origine pour des taches de traduction automatique, s’affranchissant de ces archi-
tectures en les remplagant par des mécanismes d’auto-attention et d’attention croisée plus

simples que ses prédécesseurs, permettant la parallélisation : le scaled dot-product.

On considére en entrée une séquence de mots (wy, - ,wy) et leurs plongements asso-
ciés (xy1,- -+ ,xy), et I'on cherche a produire une séquence de représentations contextualisées
(y1,- - ,yn) de dimension ppeger, avec y, € RPmedel La premiére étape du calcul de 'auto-
attention consiste a créer pour chaque x, trois vecteurs : ¢, € RP¢ un vecteur dit requéte
(en anglais query), k, € RP* un vecteur clef (key) et v, € RP" un vecteur valeur (value).
Ces vecteurs sont respectivement calculés en multipliant les vecteurs x,, par les matrices
Wo, Wk et Wy. On peut alors calculer le vecteur d’attention propre au mot w, comme

Sn = Ssoftmax (qf/'fl(—:) On utilise un softmax afin d’obtenir un vecteur sommant a 1. L’uti-

lisation de ,/p; s’explique par la nécessité de limiter le produit scalaire en magnitude pour
ne pas arriver dans les régions limites du softmax, évitant ainsi le probléme d’évanescence du
gradient. Une requéte et une clef auront un produit scalaire d’autant plus important qu’ils
sont plus similaires. Par souci d’efficacité, ce calcul peut étre effectué sous forme matricielle.

On note alors @), K et V les matrices dont les lignes sont respectivement les vecteurs ¢i.y,
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FIGURE 2.12 — Illustration de mécanisme d’attention multi-tétes. Les vecteurs valeurs, clef
et requétes sont passés dans T' couches d’attentions différentes avant concaténation.

k1.n et vi.ny. Le coefficient d’attention est défini tel que :

Attention(Q, K, V') = softmax (Q : KT) 1% (2.30)
\/p_k

Le produit Q - K7 est une matrice dont la n'®™® ligne est composée des produits scalaires
entre la requéte g, et des vecteurs clefs ky ,,. Une fois ces scores d’attentions obtenus, le produit
scalaire avec la matrice des valeurs permet d’obtenir une représentation contextualisée de w,,
tel que vy, = Zf\il Sn,i - v;. Les scores d’attention permettent alors de donner plus de poids a
certaines représentations des mots de la séquence en fonction de leur proximité avec le mot
représenté.

Le Transformer introduit également une architecture appelée Multi-head attention, consis-
tant en 1" téte d’attention en paralléle, dont les sorties sont concaténées. Les dimensions pg,
pr et p, sont alors égales a £mede. On assignera alors & chaque téte ¢ des matrices Wé, Wi
et WY, qui seront initialisées aléatoirement et apprises indépendamment. Une illustration de
cette architecture est proposée a la Figure 2.12. En parallélisant différentes tétes d’attention,
le Transformer améliore ses chances que tous les mécanismes d’attention ne captent pas les
meémes caractéristiques, permettant ainsi de produire des représentations de meilleure qua-
lité. L’encodeur du Transformer utilise le mécanisme d’auto attention défini plus haut. Le
décodeur, lui, posséde un fonctionnement légérement différent. Les clefs et les valeurs sont ob-
tenues en sortie de ’encodeur, mais les requétes proviennent des mots précédemment générés.
Une représentation globale de I'architecture du Transformer est présentée Figure 2.13

Le modéle d’OpenAl GPT [RADFORD et al., p. d.] reprend la formulation du décodeur

du transformer afin d’entrainer un modéle de langue. GPT cascade 12 décodeurs avec un
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FIGURE 2.13 — Illustration de ’architecture du Transformer. En entrée une séquence de
mot et leurs vecteurs de plongement x; et x9. Les fléches grises représentent les connexions
résiduelles.

mécanisme d’auto-attention, et cherche a prédire les mots suivants d’une séquence, cette
tache restant trés générique et ne nécessitant pas d’annotations. Le modéle est pré-entrainé
sur un corpus de plus de 7000 livres, et peut ensuite étre raffiné de maniére supervisée pour

étre adapté a un vaste panel de taches spécifiques, comme 'analyse de sentiments.

BERT |DEVLIN et al., 2019] est un autre modéle de langue et repose lui sur I’encodeur
du Transformer. Il propose deux implémentations : BERTy,,., avec 12 couches de 12 tétes
d’attention chacune, et BERT]44e, avec 24 couches de 16 tétes chacune. Comme GPT, BERT
est pré-entrainé sur des taches génériques, mais elles sont au nombre de deux. La premiére
consiste a masquer 15% des tokens de chaque phrase, en les remplagant par un faux token
[MASK]. Le modéle est alors optimisé afin de correctement prédire les mots masqués de
la sorte. La seconde est une tache de classification cherchant a prédire si deux phrases se

suivent ou non. On forme un ensemble d’exemples composé & moité de phrases se suivant
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dans le corpus d’entrainement et de phrases aléatoirement choisies. On optimise cette fois les
parameétres du modéle au regard de cette tache de classification.

Une fois pré-entrainé, BERT peut lui aussi étre raffiné afin d’étre adapté a des taches
de TAL plus spécifiques. Lors de sa publication, le modéle a permis d’atteindre d’excellents
résultats sur une vaste gamme de taches, tel GLUE [A. WANG et al., 2019] ou SQuAD
[RAJPURKAR et al., 2016| pour I’évaluation en questions-réponses. De nombreuses versions de
BERT ont vu le jour, que ce soit en modifiant la procédure d’entrainement comme RoBERTa
[L1u et al., 2019], en réduisant la taille du modeéle par un processus de distillation comme
DistilBERT [SANH et al., 2019] ou simplement en proposant une version de BERT optimisée
pour une langue particuliéere [MARTIN et al., 2020]; [H. LE et al., 2020]; [NGUYEN et al.,
2020].

Dans cette partie nous avons présenté et discuté certaines des méthodes les plus classiques
permettant d’apprendre des représentations de mots et/ou de documents. Celles-ci n’ont
cependant pas été cantonnées au TAL, et ont vite été adaptées a d’autres types de données,

et en particulier & 'apprentissage de représentations pour les graphes.

2.2 Plongement de graphes

Depuis les sept ponts de Konigsberg jusqu’aux récents développements des moyens de
communications, les graphes se sont révélés étre de puissants outils d’analyse. La récente
massification des usages du web, couplée a la nécessité grandissante de traiter informatique-
ment les données ont participé & de nombreuses avancées en matiére d’analyse de graphes,
avec une certaine attention portée a leur représentation : le plongement de graphes. Aprés
un bref rappel sur la notion de graphe, nous discuterons dans cette section des différentes

méthodes permettant 'apprentissage de plongement de sommets d’un graphe.

2.2.0.1 Rappels de théorie des graphes

On définit un graphe G = (V,€) comme la paire des deux ensembles V, 'ensemble de
sommets (indifféremment appelés noeuds par la suite) et £ C (v;,v;) € V x V, I'ensemble
des liens, avec v; € V un sommet, et e;; € £ une aréte entre v; et v;. On appelle degré
du sommet v; le nombre d’arcs reliant ce sommet, noté d;. Un graphe sera dit orienté si
les arétes posseédent un sens, comme illustré Figure 2.14a. L’aréte e;; allant du noeud v; au
noeud v; est alors différente de 'aréte ej; allant de v; & v;. Dans le cas contraire, le graphe
sera dit non-orienté (Figure 2.14b). Lun et 'autre de ces types de graphe sera appelé graphe
pondéré si on attribue a chaque aréte une valeur. Par exemple, on peut représenter un réseau

routier comme un graphe orienté, ou chaque noeud est une intersection, chaque aréte une
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voie, pondérée par sa longueur. La Figure 2.14c¢ présente un exemple de graphe non-orienté
pondéré. Enfin, on parlera d’un graphe attribué lorsque les sommets portent également une
information, que nous nommerons attribut. On pensera par exemple & un réseau de citations
dans la littérature scientifique, ot les sommets correspondent & des articles, les attributs
au contenu textuel des articles, et les arcs aux citations. Bien que nous discuterons ici de
quelques méthodes adaptées a 'apprentissage de représentations sur des graphes attribués,
les méthodes spécialement congues pour les réseaux de documents seront décrites dans la

section sulvante.

(a) Graphe orienté (b) Graphe non-orienté (¢) Graphe pondére

FIGURE 2.14 — Exemple de graphes orienté, non-orienté et pondéré.

Plusieurs concepts sont utiles a la description d’un graphe. Le premier est la matrice

d’adjacence, notée A € NIV dont chaque coefficient a;; est défini comme suit :

1 sie; €&
a; = ’ (2.31)
0 sinon

La Figure 2.15 illustre la construction de la matrice d’adjacence d’'un graphe simple.
La puissance n'®¢ de la matrice d’adjacence, A", permet de connaitre, pour chaque paire

de sommets, le nombre exact de chemins distincts de longueur n entre eux. Le nombre de

1)
0
0
1
1 0 O 0)

FIGURE 2.15 — Exemple de graphe non orienté avec la matrice d’adjacence correspondante.
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chemins de longueur n ou moins sera alors donné par (A + A? + --- + A"). On note D la
matrice des degrés, qui est la matrice diagonale de taille [V| des degrés des sommets de G.
On définit également la matrice Laplacienne, notée L, tel quel L = D — A. On appelle la
matrice L"" = D~'L le Laplacien normalisé symétrique de G et L™ = D~2LD~2. On note
enfin [A[ le volume d’un graphe, tel que [A] = >, > a;; = >, d;, la somme des degrés de
tous les sommets.

La tache de plongement de sommets, de fagon analogue au plongement de mots ou de
documents discutés a la section précédente, vise & apprendre des représentations u; € R” des
sommets v; de G, de telle facon que p < |V|. On posera également U € RIVI*? 1a matrice dont
chaque ligne correspond a la représentation u; d’'un sommet de G. Par la suite, et & moins
que cela ne soit explicitement spécifié, nous traiterons de graphes non orientés, aux arétes

non pondérées, et aux sommets non attribués.

2.2.1 Meéthodes de réduction de dimension (manifold learning)

IsoMap [TENENBAUM et al., 2000] est une méthode de réduction de dimensions cherchant
a préserver au mieux la distance géodésique® entre les sommets. On construit la matrice M,
dont chaque coefficient m;; représente la distance géodésique entre les v; et v;, calculée au
moyen d’'un algorithme de Dijkstra ou de Floyd-Warshall. On applique alors a cette matrice
la méthode du positionnement multidimensionnel [COX et al., 2001], afin d’obtenir des plon-
gements des sommets préservant la distance géodésique des sommets du graphe construit
précédemment. II s’agit plus précisément d’estimer les valeurs de u; et u;, respectivement les

représentations des noeuds v; et v;, minimisant la fonction suivante :

v v

min > (mi; — i — uy]?)” (2.32)

i=1 j=1
Locally Linear Embedding [ROWEIS et al., 2000] apporte une modification a Isomap, en
proposant de s’affranchir du coiiteux calcul des plus courts chemins entre chaque paire de
sommets en se basant seulement sur la matrice d’adjacence A. On cherche cette fois-ci a
minimiser 'erreur de reconstruction, le carré de la [-différence entre les deux plongements,

comme présenté a 'Equation 2.33.

4

minz |lu; — Z agju;l|?. (2.33)
i=1

je{k:|a7;k>0}

3. En théorie des graphes, la distance géodésique entre deux sommets désigne le nombre d’arétes qui
composent le plus court chemin entre eux.
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Laplacian Eigenmap [BELKIN et al., 2003| est une méthode s’appuyant sur la matrice
Laplacienne du graphe pour en tirer des représentations des sommets. On pose U € RIVIx?
la matrice des représentations en p dimensions des sommets de G, et u; la i ligne de U,
représentant le noeud v;. On cherche alors les représentations des sommets v; et v; proches
dans 'espace des représentations si les sommets sont liés. Plus précisément, on cherche des
valeurs de u; et u; minimisant :

Z ai;(u; — uj)? (2.34)
i,jev

Cette expression peut cependant étre réécrite ainsi :

1 1
B Z aij(u; — uy)° ) Z aij(uf + U? — 2u;u;)
i,jeV i,jev
1
eV jev i,jev
= Z dl'UJZQ — Z ’U/i’U/jCLij
i€y i,jeV
=U"'DU - U"TAU
=U"LU (2.35)

On cherche alors une valeur U minimisant cette quantité, c¢’est-a-dire minimisant la dis-

tance entre les représentations des sommets liés, donnant ’objectif suivant :
U = argming, U' LU. (2.36)

De plus, puisque cette quantité a un minimum trivial U = 0, les auteurs ajoutent une
contrainte supplémentaire : U"LU = I. En utilisant la méthode des multiplicateurs de La-
grange, on trouve que la solution de ’'Equation 2.36 est la matrice U dont les lignes @; sont

les solutions du probléme aux valeurs propres suivant :
Lu; = \;Duy, (2.37)

avec \; un coefficient de Lagrange. Le vecteur de plongement de v; peut alors étre obtenu en

réme

prenant la i*"¢ valeur des plus grands vecteurs propres iy, Uy, - - , Up.

2.2.2 Meéthodes basées sur les marches aléatoires

Une marche aléatoire consiste en un chemin de longueur ¢, partant d’un sommet v(®. A
chaque itération ¢, le sommet suivant v“t1) sera tiré selon une distribution uniforme entre
tous les voisins de v\, La Figure 2.16 propose la représentation d’une marche aléatoire sur

un graphe.
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abgfd

FIGURE 2.16 — Exemple de marche aléatoire de longueur 4 sur un graphe, avec I’enchainement
de sommets associés.

On définit une marche aléatoire comme une chaine de Markov ayant pour coefficients p;;

de sa matrice de transition P :

L o gie; €&
py=q% (2.38)
0 sinon,

avec d; le degré du noeud v;. La probabilité de transition entre deux sommets liés v; et v;
est donc une loi uniforme, fonction du degré de v;. En effectuant n marches aléatoires de
longueur ¢ sur un graphe G, la collection ainsi obtenue peut étre assimilée a un document de
n phrases, chacune composée de £ mots, ot chaque mot est un sommet de G. Il a été noté que
la distribution des fréquences d’occurrences des sommets dans les marches aléatoires sur de
nombreux graphes réels tend a suivre une loi de puissance [PEROZZI et al., 2014], de la méme
facon que la distribution de fréquence d’occurrence des mots dans un corpus. Il devient donc
pertinent d’étudier les motifs de co-occurrences, qui représentent le voisinage des sommets.
On peut ainsi se rapprocher de certaines méthodes de plongements de mots dont nous avons
déja discuté a la Section 2.1.3. Nous discuterons principalement dans cette sous-section des
différentes stratégies mises en place pour concevoir des marches aléatoires permettant de

construire des séquences de sommets sur lesquelles seront appliqués Skip-Gram ou GloVe.

2.2.2.1 Meéthodes basées sur Skip-Gram

PEROZZI et al., 2014 proposent avec DeepWalk de reprendre la formulation de Skip-Gram
(avec softmax hiérarchique, cf. Section 2.1.3.1.1), afin de 'appliquer aux « phrases » issues des
marches aléatoires. DeepWalk est constitué de deux parties. La premiére étape consiste donc a

constituer un corpus D de marches aléatoires de longueur /. La probabilité de transition entre
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b) vy vz 3 [v] Us} Ug

‘ cible contexte
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FIGURE 2.17 — Illustration de l'échantillonnage des sommets dans DeepWalk. En (a) on
effectue une marche aléatoire de longueur ¢ = 6 au départ du sommet v;. La séquence
de sommets obtenue est ensuite traitée comme une phrase sur laquelle on applique une
fenétre glissante ((b)) de taille 7 = 1. On obtient alors en (¢) une série d’échantillons de
CO-oCcurTences.

deux sommets lors de ces marches aléatoires suit une loi uniforme identique a celle décrite a
I'Equation 2.38. Cette étape est cotiteuse en calcul, mais peut néanmoins étre parallélisée.
Le second étage de DeepWalk consiste en une application de Skip-Gram sur le corpus
ainsi construit afin d’apprendre les représentations des « mots », représentant ici les sommets
de G. On applique une fenétre glissante de taille 7 sur les séquences de sommets obtenues
lors des marches aléatoires afin de construire des paires de sommets co-occurrents. La Figure
2.17 illustre la fagon dont les paires de sommets sont échantillonnées. On apprend ensuite les

représentations u; des noeuds v; de la méme fagon que celle détaillée a la Section 2.1.3.1.1.

Node2Vec |[GROVER et al., 2016| apporte une modification & DeepWalk en modifiant la
facon dont les marches aléatoires sont construites. Les auteurs considérent deux stratégies de

marches aléatoires :

— le parcours en profondeur, ot partant d’un sommet de départ v(°), on choisit a chaque

(t+1) dans le voisinage du sommet courant v(t), en

itération ¢ le prochain sommet v
veillant & faire augmenter la distance géodésique entre le sommet de départ et le
nouveau sommet. Cette méthode met en avant les caractéristiques d’homophilie .
Cette stratégie est illustrée par le parcours bleu a la Figure 2.18.

— le parcours en largeur, ot sont d’abord privilégiés les sommets immédiatement connexes

au sommet de départ, puis les sommets a une distance de 2 arétes, et ainsi de suite.

4. Dans le contexte des graphes attribués on appelle homophilie le fait que les sommets aux attributs
similaires tendent & étre plus liés entre eux que les sommets aux attributs différents.
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a
FIGURE 2.18 — Exemple de marches aléatoires de longueur 4 au départ du noeud a, en
profondeur (en bleu) et en largeur (en rouge).

\

En mettant I'accent sur la notion de voisinage, ce type de marche aléatoire met en
avant la notion d’équivalence structurelle. Cette stratégie est illustrée par le parcours
rouge a la Figure 2.18.

Node2Vec adopte une stratégie pour biaiser les marches aléatoires afin de permettre un
mélange de ces deux stratégies lors de la construction du corpus. En considérant une suite de
sommets consécutifs vy, v; et v;, comme illustré par exemple Figure 2.18, Node2Vec introduit
des marches aléatoires d’ordre deux, faisant dépendre la transition entre v; et v; de la tran-
sition précédente entre vy, et v;, tel que m;; = ayy(h, j)a;; avec m;; un vecteur non normalisé,

représentant la transition entre v; et v;. On représente a,,(h, j) tel que :

i si myp; = 0
apg(h, ) = Q1 simy; =1 (2.39)
=~ sl mp; = 2,

avec mp; la distance géodésique entre les sommets vy, et v;. p et ¢ sont deux parameétres
controlant la proportion des stratégies de parcours en longueur ou en largeur. p controle
la probabilité que le marcheur retourne sur le noeud parcouru a l'itération précédente. Une
faible valeur de p facilitera alors un parcours en largeur du graphe. Le paramétre ¢ quant a lui
détermine a quel point le marcheur favorisera le noeud v; le plus ¢loigné de vy, encourageant
ainsi un parcours en profondeur du graphe lorsque ¢ < 1. On définit alors une probabilité de

transition entre le sommet v; et v; tel que :
osie; el

0  sinon,
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avec Z une constante de normalisation. On note que dans le cas de la stratégie employée
dans DeepWalk, reposant sur une loi uniforme fonction du degré de v;, que m;; = a;;.

Les séquences de sommets obtenues avec ces marches aléatoires sont ensuite passées en
entrée de Skip-gram avec échantillonnage négatif. Chaque séquence issue de marches aléa-
toires sera traitée comme une phrase, et chaque sommet de cette séquence sera traité comme
un mot. Node2Vec apprend alors des représentations des sommets en se basant sur leurs
motifs de co-occurrence au sein des marches aléatoires. Les auteurs notent au travers de leurs
expériences que la stratégie décrite plus haut tend & donner des représentations de meilleure
qualité que celles obtenues avec DeepWalk, encodant a la fois la notion d’homophilie et celle
d’équivalence structurelle.

Large-scale Information Network Embedding LINE, [J. TANG et al., 2015] est un modéle
proposant également de prendre en compte les proximités de premier ordre, impliquant que
les sommets similaires sont liés entre eux, ou de second ordre, qui signifie que deux sommets
seront également similaires s’ils ont des voisinages semblables. En effet, ’absence de liens
explicites entre deux éléments n’implique pas pour autant qu’ils ne sont pas similaires. Pour

modéliser la proximité du premier ordre, LINE utilise la probabilité jointe de v; et v; tel que :

1

P1st (Ui./ Uj) =

avec u; la représentation du sommet v;.
La proximité du second ordre est, quant a elle, modélisée par la probabilité que le sommet
vj, représentant le contexte, soit généré en présence de v;. Ainsi :

CCj'Ui
Ly e

avec ¢; la représentation contextuelle de v;. LINE pose enfin pys¢ (v;, v;) = “52 et pona(v;]v;) =

Pand (Vj|v;) = (2.42)

aly‘j
d;
et second ordre. LINE cherche alors & minimiser la divergence de Kullback-Leibler entre

, respectivement les distributions empiriques des probabilités de proximité de premier

Pist €t Pist, OU Pona €t Pona. L’optimisation est faite au moyen d’une descente de gradient
stochastique a laquelle est couplée un échantillonnage négatif pour approcher 'Equation 2.42.
Une représentation d’un sommet prenant en compte les deux premiers ordres de proximité
sera alors un vecteur résultant de la concaténation des représentations apprises pour chacun
des deux ordres (la dimension de cette représentation de v; sera donc la somme de celles des
premier et second ordres).

QIU et al., 2018 proposent enfin, avec Net MF, une formulation unifiant plusieurs modeéles
de plongement de graphes comme DeepWalk , Node2Vec ou LINE, sous la forme d’une
factorisation de matrice. Ce résultat s’appuie grandement sur les travaux de LEVY et al.,

2014 montrant que Skip-Gram avec échantillonnage négatif était une factorisation implicite
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de la matrice SPMI, discutés a la Section 2.1.3.1.2. Les auteurs montrent que DeepWalk

cherche a calculer une approximation de rang faible de la matrice suivante :

log <|A| (% ZT:(D_IA)T> D_1> — log ny, (2.43)

r=1
avec 7 la taille de la fenétre glissante, |A| le volume de G et ng le nombre d’échantillons
négatifs. LINE, cas particulier de DeepWalk ot ¢ = 1, devient alors une approximation de la
matrice :

log (JA|D™'AD™") — log n. (2.44)

Ces analyses permettent aux auteurs de proposer NetMF, une méthode de plongement de
graphe reposant sur la factorisation de matrice. NetMF présente deux variantes, I'une exacte,
et 'autre approchée. Le choix de 'une ou 'autre dépend principalement de la taille 7 de la

fenétre choisie. Premiérement on pose la matrice M, dite matrice Deep Walk, tel que :

M = llil (i(D‘lA)’) D71, (2.45)

r=1

Dans le cas ou 7 est petit, on constate bien que les calculs successifs des puissances de
D7 A demeurent encore facilement exécutables. Cependant I'Equation 2.43 comporte un
logarithme, ce qui n’est pas sans poser certains problémes. Premiérement, lorsque m;;, un co-
efficient de la matrice M, est nul, on obtient logm,; = —oo, rendant le calcul numériquement
impossible. De plus, M est une matrice dense, ce qui rend sa décomposition en valeurs singu-
lieres cotiteuse en calculs. Pour palier ces deux problémes les auteurs reprennent 'idée de la
Shifted PPMI de LEVY et al., 2014, et définissent une matrice M’ tel que m;; = max(m;;, 1).
log(M') est alors une matrice creuse, et on peut facilement construire le plongement du
graphe en effectuant une décomposition en valeurs singuliéres et en ne conservant que les p
valeurs propres les plus importantes.

Lorsque 7 devient grand, le calcul des puissances successives du Laplacien normalisé
devient lourd en termes de cotlt de calculs, et il devient alors nécessaire de 'approximer.
Le Laplacien normalisé est alors approché en ne conservant que ses g plus grandes valeurs
propres :

D 2AD™% ~ UA,U] (2.46)

La matrice M approchant la matrice M est ensuite calculée comme suit :

M = |:| < ZA) U/ Dz (2.47)

Comme pour la version exacte, on calcule ensuite M’ = max(M,1) puis on applique une

décomposition en valeurs singulicres de log(M’).
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2.2.2.2 Meéthode basée sur GloVe

BROCHIER et al., 2019, avec Global Vectors for Node Representation (GVNR) exploitent
également une méthode de plongement de mots, mais a la différence des modéles discutés plus
haut reposant sur Skip-Gram, celui-ci s’appuie sur GloVe (présenté Section 2.1.3.3). GVNR
apprend des représentations U et C' des sommets d’un graphe en factorisant la matrice
S € RVIXIVI la matrice de co-occurrences tronquée des noeuds du graphe. Cette matrice est
construite comme suit :

— on réalise p marches aléatoires de longueur ¢ afin de constituer un corpus de séquences

de sommets ;

— on fait glisser sur chacune de ces séquences une fenétre de taille 7 afin d’incrémenter
les co-occurrences entre les sommets dans la matrice S. A chaque paire de sommets
(v;,v;) ainsi formée on incrémentera la valeur s;; de %, avec ¢ la distance au sein de
la séquence dans la fenétre entre v; et v, ;
on met a 0 toutes les valeurs s;; < S5, OU Sy, est un hyperparametre du modele.

GVNR va ensuite construire les deux matrices U et C', respectivement les matrices cible
et contexte dont les vecteurs lignes u; et ¢; sont les représentations cible et contexte du noeud
v;, de fagon & minimiser I'erreur de reconstruction suivante :

v v
argmin Z Z 8(sij) (ui-c;+ b + bjc —log(1 + Sij))Q : (2.48)

uCbbe =

avec bY et bjc des scalaires propres aux représentations cibles de v; et contextuelles de v;, et

1 st s > 0,
5(s:5) = | | (2.49)
m; sinon, ou m; ~ Bernoulli(o;).

d(s;;) est égal & 1 lorsque les co-occurrences sont positives, et est déterminé par une
variable aléatoire suivant une loi de Bernoulli de paramétre «;, propre a chacun des sommets
du graphe. d(s;;) est défini tel que :

npe sip < (mg 4+ 1)7

o = a=p; - (2.50)
1 sinon.

D = |S|"\LT° est la proportion de coefficients non nuls de la i®™¢ ligne de S, et n; est un

hyperparamétre positif du modéle controlant la proportion de coefficients nuls intégrés dans
le calcul de I'erreur. La Figure 2.19 propose un exemple d’échantillonnage des s;; considérés
lors de la factorisation.

Les expérimentations montrent que GVNR permet d’obtenir des représentations de qua-
lité équivalente ou supérieure que les méthodes reposant sur SGNS sur plusieurs réseaux

réels, en ayant une complexité en temps moindre.
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FIGURE 2.19 — Une matrice de comptage des co-occurrences de GVNR, ou les entrées stric-
tement positives et certaines entrées nulles sont échantillonnées. Ici, n, = 1, signifiant que
autant d’entrées positives que d’entrées nulles sont échantillonnées.

2.2.3 Meéthodes a base de réseaux de neurones profonds
2.2.3.1 GraphSage

HAMILTON et al., 2017 propose avec GraphSAGE (pour SAmple and AGgregate) une
méthode inductive d’apprentissage de représentations de sommets. Cette méthode alterne
entre deux fonctions, 'une agrégeant le voisinage d’un noeud et 'autre mettant a jour sa
représentation. On considére comme données d’apprentissage la matrice d’adjacence A et la
matrice des attributs X € RV*¢ avec d la dimension des attributs, o z; est la i€ ligne de
X correspondant aux attributs de v;. On note K le degré maximal de proximité considéré
(pour k& = 1 on considérera les voisins d’un noeud, pour k£ = 2 les voisins de ses voisins,
etc). On note W®) Wk € {1,---, K} la matrice de poids du ki*™® degré de proximité dans
la fonction d’agrégation. On définit hq(ff) la représentation intermédiaire du sommet v;, avec
k € {1,---,K} lordre de son voisinage, et, par souci de notation, on définit u; = th)
la représentation finale de v;. Enfin on définit comme premiére représentation des données
hz()?) = x;, de facon a prendre en compte les attributs des sommets. Le fonctionnement de
GraphSAGE est résumé a la Figure 2.20.

On apprend les représentations u; des sommets en estimant les paramétres que sont les
matrices de poids W* de chaque couche k € {1,--- K} et les paramétres des fonctions

d’agrégation permettant de minimiser la fonction suivante :

L = —log(o(usuj) — ng - By, wp-(v;) log(o(—uiuy)), (2.51)
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FIGURE 2.20 — Représentation du fonctionnement de GraphSAGE pour £ = 2. A gauche un
graphe de 6 sommets, et & droite le schémas d’agrégation permettant la représentation du
sommet a.

avec v; un noeud qui co-occurre avec v;, ny; le nombre d’exemples négatifs, P~ (v;) une
distribution d’échantillonnage négatif et o la fonction sigmoide. L’optimisation se fait au

moyen d’une descente de gradient stochastique.

Les auteurs proposent plusieurs méthodes permettant d’agréger le voisinage d’un noeud.
La premiére, et probablement la plus simple, consiste a calculer h* comme la moyenne des re-
présentations h*~! de ses voisins. Une autre approche envisagée consiste a utiliser un LSTM
afin d’agréger les représentations du voisinage d’un sommet. Enfin les auteurs proposent
comme troisiéme approche une méthode dite de pooling. Cette fois, ’architecture retenue est
un réseau de neurones a une couche cachée, suivie d’une couche de max-pooling, c’est-a-dire
ne conservant pour chaque coefficient de h* que la valeur la plus grande des h*~!. Le fonc-
tionnement du max-pooling est illustré Figure 2.21. Cela permet de capter différents aspects
du voisinage. Bien que plus complexe, I'utilisation de ce type d’architecture offre une plus
grande expressivité de 'apprentissage. Les expériences montrent d’ailleurs que 'utilisation
de LSTM ou du pooling améliore sensiblement les performances du modéle, bien que les
LSTM demeurent plus lents lors de I’entrainement. Les expériences montrent également que
le choix de & = 2 permet d’obtenir les représentations de sommets les plus consistantes et
offrant les meilleures performances sur des taches de prédictions de liens, comparé a k = 1.
Pour £ > 3 le gain de performance n’est pas significatif, mais le temps de calcul augmente

dramatiquement (de l'ordre d’une ou plusieurs magnitudes).
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FIGURE 2.21 — Illustration du mécanisme de maz-pooling avec trois vecteurs. Chaque coeffi-
cient x; du vecteur construit par max-pooling correspond a la plus grande valeur parmi les
ime coefficient des vecteurs d’entrée.

2.2.3.2 Structural Deep Network Embedding

Structural Deep Network Embedding SDNE, [D. WANG et al., 2016] est une méthode
d’apprentissage de représentation de sommets cherchant a encoder au mieux la structure du
graphe. Les auteurs proposent un réseau de neurones profond constitué de plusieurs couches
aux fonctions non-linéaires, permettant ainsi d’apprendre des représentations latentes des
sommets dans un espace de représentation lui aussi non-linéaire. La gestion de la préservation
de la structure et de 'aspect creux du réseau est, quant a lui, géré en prenant en compte
non seulement le voisinage du premier ordre mais également celui du second. SDNE prend
la forme d’un réseau de neurones semi-supervisé, suivant I'architecture des auto-encodeurs

profonds [SALAKHUTDINOV et al., 2009].

Les auto-encodeurs constituent une catégorie d’architectures de réseaux de neurones, com-
posées de deux parties : un encodeur et un décodeur. L’encodeur apprend une représentation
en faible dimension u; d’une donnée d’entrée z; (par exemple une image, comme ’exemple
proposé a la Figure 2.22), puis le décodeur cherche a reconstruire a partir de cette repré-
sentation une valeur z;, supposément proche de l'original x;. Les paramétres du réseau sont

alors optimisés afin de minimiser ’erreur de reconstruction.

SDNE opére sur des graphes attribués. Les données utilisées par le modéle sont la ma-
trice d’adjacence A, et la matrice des attributs X € RIY*? On notera également #; la
reconstruction en sortie du décodeur de 'attribut x; du sommet v;. Les auteurs notent que
dans beaucoup de réseaux réels, ’absence d’un lien observé entre deux sommets n’indique
pas nécessairement que celui-ci n’est pas légitime. On ne peut donc pas se baser uniquement

sur la proximité du premier ordre comme critére de reconstruction.

L’encodeur de SDNE est un réseau a K couches, encodant les données d’entrée x; au
travers de k états cachés hg ). Par soucis de notation on désignera hg ) le dernier état caché

de I'encodeur, u;. La régle de propagation au sein de ’encodeur est la suivante :
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FIGURE 2.22 — Illustration d’un auto-encodeur simple, appliqué a une image issue du jeu de
données MNIST. L’image originale est passée en entrée de ’encodeur, qui en produit une
représentation en faible dimension (ici en rouge). Celle-ci est ensuite entrée dans le décodeur,
qui cherchera a reconstruire au mieux 'image a partir de la représentation.

WY =g (W, +b0) (2.52)
B0 _g <W(” R0 b(l)) 7 (2.53)

avec ¢ la fonction sigmoide, W® et b() la matrice de poids et le biais de la [¥™ couche du
réseau. Le décodeur permet lui de reconstruire z; a partir de u; en « renversant » le processus
de calcul de I'encodeur.

Les représentations u; des sommets v; sont alors obtenus en estimant les paramétres W ®
et b en fonction des attributs x;, minimisant une fonction de perte. On considére la fonction

de perte suivante, prenant en compte la proximité au second ordre :

VI
Lowa =Y _ |[(d — 2;) o by, (2.54)
i=1
avec o le produit de Hadamard et b; = {b; ; }‘Ji'l ou :
1 si ;5 = 0
bij = (2.55)

£ >1 sinon.

[ est un hyperparameétre controlant la contribution des éléments non-nuls dans la reconstruc-

tion. Lorsque 3 = 1, cette expression du critére de reconstruction permet d’assurer la prise
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en compte du voisinage d’ordre 2, et ainsi ’apprentissage de la structure globale du graphe.
Cette partie de SDNE ne requiert pas de supervision.

Il est cependant nécessaire de considérer également la proximité de premier ordre afin de
capturer la structure locale du réseau. Pour cela, on ajoute une seconde fonction de perte
assurant que les représentations latentes u; et u; des sommets v; et v; soient proches I'une

de autre. On a ainsi :
V|

ij=1
Cette formulation n’est pas sans rappeler celle de Laplacian Eigenmap, et vise a pénaliser les
plongements de sommets liés dans le graphe mais éloignés dans I'espace des représentations.
L’utilisation d'une donnée connue telle que la matrice d’adjacence peut étre vu comme une
semi-supervision.

SDNE estime alors les représentations u; des sommets de fagon a minimiser la fonction

de perte suivante, somme des deux fonctions décrites aux Equations 2.55 et 2.56, tel que :
L = Lona + aLlyst + ’yﬁreg, (257)

avec « un hyperparamétre controlant I'importance donnée a la structure locale lors de 'ap-
prentissage (si @ = 0, seule la proximité du second ordre sera considérée), v un hyperpa-
rametre controlant le terme de régulation, et £,., un terme de régularisation de type L2,
prévenant le sur-apprentissage. Les plongements de sommets obtenus avec SDNE ont permis
lors de sa publication d’excellents résultats sur des taches de prédiction de liens et de classi-
fication multi-labels. La Figure 2.23 résume ’architecture de SDNE et illustre le mécanisme

de semi-supervision.

2.2.3.3 Les Graph Convolutional Networks

Les Graph Convolutional Networks GCN, |KIPF et al., 2016a] sont une catégorie de
réseaux de neurones a [ couches visant & apprendre des représentations de sommets d’un
graphe attribué pour des taches de classification. Cela se fait en agrégeant successivement les
représentations de leurs voisinages, au moyen d’un réseau de neurones convolutif spécialement
adapté aux graphes. On considére comme données la matrice d’adjacence A € NVIXIVI et 1a
matrice de attributs X € RVXF avec F' le nombre de features. On définit H® e RIVIx4
comme la matrice d’activation de la couche [, A=A+1 Vs D la matrice des degrés de 121,
WO la matrice des poids de la [ couche, et ¢ une fonction d’activation non linéaire (type

RELu). On pose également H® = X . La régle de propagation est la suivante :

HOY = f(HO, 4) = ¢ (D AD-SHOW D). (2.58)
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FI1GURE 2.23 — Illustration de 'architecture du réseau de neurones semi-supervisé de SDNE,
tirée de D. WANG et al., 2016.

Plusieurs astuces entrent en ligne de compte dans cette régle de mise & jour. Dans un
premier temps, 'ajout de la matrice identité a la matrice d’adjacence permet de forcer la
présence de boucles afin de prendre en compte le contenu du noeud, et non plus seulement
celui de son voisinage. Ensuite, puisque A n’est pas normalisé en ligne, une multiplication
avec cette matrice entrainerait un changement d’échelle des vecteurs d’attributs. Les auteurs
font le choix d’une normalisation symétrique au moyen de la matrice des degrés, donnant
ainsi D"z AD™3.

Les auteurs choisissent d’employer 'entropie croisée afin d’estimer les matrices de poids
WO et WO optimisées par descente de gradient. En notant ), Iensemble des sommets

labellisés, la fonction & minimiser est de la forme :

F
L=-Y> Yz (2.59)

€Yy f=1

L’architecture proposée par les auteurs prend la forme d’'un GCN a deux couches, 'aug-
mentation du nombre de couches dégradant les performances en classification [(Q). L1 et al.,
2018|. En effet, les GCN opérent un lissage Laplacien (Laplacian smoothing) sur les noeuds,
mélangeant leurs attributs et ceux de leurs voisinages. Plus le réseau sera profond, plus le
lissage tendra a mélanger les points appartenant a des classes différentes, jusqu’a les rendre

difficiles a distinguer.
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2.2.3.4 Variational Graph Auto-Encoder

Variational Graph Auto-Encoder VGAE, [Kirr et al., 2016b| est un réseau de neu-
rones suivant l'architecture des auto-encodeurs variationnels [KINGMA et WELLING, 2014/ ;
|[REZENDE et al., 2014]. L’encodeur est un GCN a deux couches, tandis que le décodeur est un
simple produit scalaire. L’encodeur cherche a produire a partir de de la matrice d’adjacence
A=A+1 jv| et de la matrice des attributs X € RIVIXF des représentations w; des sommets
du graphe. On notera U la matrice dont les lignes sont les vecteurs u;. Le modéle d’inférence

est simplement paramétré par une GCN, tel que :

VI
p(U|X, A) Hq w;| X, A) (2.60)
avec
q(wi] X, A) = N (|, diag(o?)), (2.61)

ot it = GCN,(X, A) est la matrice des vecteurs moyenne 1;, et de maniére similaire logo =
GCN,(X,A). Les GCN a deux couches sont identiques & ceux décrits a la sous séction
précédente 2.2.3.3, et sont de la forme GON(X,A) = AReLU(AXWO)W®. On fixe la
matrice de poids W = X, et ces poids sont partagés par GCN, et GCN,.

Le modéle génératif est le suivant :

VI Vi

p(AU) = [T T ] plaislui. uy), (2.62)
i=1 j=1
avec :
plai jlui, u;) = cr(uzTuj). (2.63)

ou o(-) est la fonction sigmoide. L’optimisation est alors faite en la borne inférieure £ en

fonction des paramétres variationnels W
£ = Eywix.nllog p(A[U)] — KL[g(UIX, A)p(U)], (2.64)

avec p(Z) = [[,p(z:) = [[, NV (z | 0,1I) un a priori gaussien.
Les auteurs proposent également une approche non variationnelle (GAE, pour Graph

Auto-Encoder) qui cherchera elle a reconstruire la matrice d’adjacence A, tel que :

A=0(22") , avec Z = GCN(A, X) (2.65)

2.2.3.5 Les Graphs Attentional Networks

Une autre architecture adaptée aux graphes attribués a été proposé par VELICKOVIC

et al., 2018, avec les Graph Attentional Networks (GAT). Ces travaux étendent les concepts
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concat/av

FIGURE 2.24 — Illustration, tirée de [VELICKOVIC et al., 2018|, de lattention multi-tétes
utilisée dans GAT (ici £ = 3) et appliquée sur le noeud v; et son voisinage. Chacune des
couleurs de fleches indique une téte indépendante. Les sorties de chaques tétes sont ensuite
concaténées ou moyennées afin d’obtenir hg”l).

développés avec le Transformer (c.f. Section 2.1.5.2) aux données structurées en graphes. Plus
précisément, GAT s’appuis sur attention multi-tétes afin de dépasser certaines limitations
des réseaux convolutionnels. X représente la matrice des attributs, et A la matrice d’adjacence
du graphe. On note également K le nombre de tétes d’attention pour chaque couche, et L le
nombre de couches.

Le mécanisme d’attention multi-tétes est constitué de K tétes d’attention indépendantes.

Chacune des k tétes de la 1™ couche du réseau de neurones permet d’obtenir un coefficient
(k1)

d’attention c¢;.”’ entre les sommets v; et v;, calculé comme suit :
1] 77

iV = LeakyReLU(a[W ™ n1|[w ™ p0]), (2.66)

avec || la fonction de concaténation, W®*) € R une matrice dont les coefficients seront
appris, et a € R un vecteur de poids, lui aussi appris. Ce mécanisme d’attention, nommé
attention additive, se retrouve également dans [BAHDANAU et al., 2015] (Section 2.1.5.2).

D’autres mécanismes peuvent cependant étre employés. Cette fonction calcule cependant un
(k1)
]

compte les coefficients entre le noeud v; et tous ceux de son voisinage N;, tel que :

score d’attention qui n’est pas normalisé. On introduit alors un coefficient «;;"’, prenant en

(D)

0427) = softmax(cg-f’l)) = ﬁ (2.67)
keN; €V



2.3. PLONGEMENT DE DOCUMENTS EN RESEAUX 65

La représentation intermédiaire de v; s’obtient alors en concaténant les sorties des diffé-

rentes tétes.

R =

K
o (Z ag;vwwmg.”) (2.68)

Cependant, lors d’une tache de prédiction, si I'attention multi-téte est également utili-
sée sur la derniére couche du GAT, il est préférable d’utiliser une fonction moyennant les

contributions du voisinage, comme montré a I’Equation 2.69.

K
1
(I+1) B)yx7(k) 7, (D)
h; 7V =0 (— g g v Wi )hj ) (2.69)

k=1 jeN;
Les mécanismes présentés dans GAT présentent de nombreux avantages. D’un point de
vu computationnel premiérement, car les mécanismes d’attention peuvent facilement étre
parallélisés. Ensuite, les performances du modéle sur diverses taches de prédiction de liens

ou de clustering sont tout & fait compétitive avec I'état de 'art actuel.

2.2.3.6 Conclusion

Nous avons au cours de cette section présenté divers modeéles dédiés & apprendre des re-
présentations des sommets de graphes. Ces modéles recouvrent un large panel de méthodes,
allant de la factorisation de matrices a I’apprentissage profond. Certaines approches que nous
avons évoquées proposaient de prendre en compte, en plus de la structure du réseau, des attri-
buts des sommets afin d’améliorer la qualité des plongements appris. Nous discuterons dans
la prochaine section d’autres méthodes plus particulierement adaptées a un type d’attribut :

le texte.

2.3 Plongement de documents en réseaux

A la croisée de I'apprentissage de représentation de documents et de graphes se trouve
le plongement de réseaux de documents, qui permet a la fois de tirer parti de I'information
textuelle des documents et de la topologie du réseau. Les corpus de documents structurés de
la sorte sont légion, tant les liens entre les contenus sont a la base du web. On la retrouve
également fréquemment dans des domaines plus spécifiques, comme la littérature scientifique,
ou 'on peut construire a partir des nombreuses références d’un article un graphe de citation,
ou encore les bases de connaissances comme Wikipedia pour le grand public, ou les bases
industrielles comme celles développées par MeetSYS. Au cours de cette section, nous nous

attacherons a décrire certaines des principales méthodes d’apprentissage de représentations
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de documents en réseau, que nous avons divisé en trois catégories : les modéles thématiques
génératifs, dont le principal représentant reste sans doute Relational Topic Model [CHANG
et al.,; 2009, et sur lequel s’appuient certains travaux proposés dans ce manuscrit ; les meé-
thodes de plongement de graphes attribués s’appuyant plus spécifiquement sur I'information

textuelle ; et enfin les modéles reposant sur des méthodes d’apprentissage profond.

2.3.1 Modélisation thématique génératifs de réseaux de documents
2.3.1.1 Relational Topic Model

Relational Topic Model RTM, [CHANG et al., 2009| est une méthode de modélisation
de thématiques qui étend LDA (discuté a la Section 2.1.2) afin de prendre en compte les
liens entre les documents dans un corpus en réseau. Pour cela les auteurs ajoutent a LDA
une fonction de lien permettant de rapprocher les mélanges des K thématiques latentes des
documents liés, favorisant le regroupement des contenus similaires.

Plus formellement, RTM reprend le méme fonctionnement que LDA. On considére un
réseau de documents G = {D, £}, avec D un ensemble de D documents, et £ 'ensemble de
E liens observés entres eux. On notera e;; le lien observé entre les documents d; et d; de
D. On considére également un vocabulaire V de V mots. Un document d; est assimilé &
un sac de N; mots {w;1,--- ,w;n,}, dont Pordre n’'importe pas. Les paramétres de RTM
sont Bi.x € RE*V une matrice ol chaque colonne représente la distribution d’appartenance
de chaque mot du vocabulaire aux K thématiques, a € RX le paramétre controlant la
distribution des thématiques des documents, ainsi que n € R¥ et v € R les paramétres de la
fonction de lien.

Le modéle génératif de RTM se décompose en deux parties : une premiére (en rouge),
identique & LDA, vise a générer les mots qui constituent le document. Pour chaque document
d;, on tire d’abord une proportion de thématiques 6;, puis pour chaque mot w;, de ce docu-
ment, on assigne une thématiques z;, selon une distribution de multinomiale de paramétre
0; avant de générer le mot w;, selon une loi multinomiale de parametre 3. ., .

La seconde permettant de générer les liens entres ces documents. L’Algorithme 2 résume
le fonctionnement de RTM, qui est également illustré a la Figure 2.25.

La fonction de lien, notée v(-), permet de prendre en compte l'aspect réseau du corpus.
Elle modélise un indicateur binaire y; ; portant sur I’existence d’un lien entre deux documents
d; et d;. Cette fonction va dépendre de deux parametres, n et v, ainsi que de deux ensembles
de vecteurs, z; et z;, tel que z; = {z1, -+, 2 n,}, autrement dit I'ensemble des vecteurs
1 parmi K des assignations thématiques de chaque mot de d;. On pose également z; =
NL Zgil Zin, avec Z; € RE un vecteur représentant la proportion de chacune des thématiques

dans le document. Les auteurs proposent deux fonction de liens : I'une basée sur la fonction



2.3. PLONGEMENT DE DOCUMENTS EN RESEAUX 67

Algorithme 2 : Modéle génératif de RTM. En rouge, la génération des thématiques
et des mots de chaque documents, identique & LDA. En bleu, la partie générant les
liens.
foreach d; € D do
0;la ~ Dir(«)
foreach w;,, € d; do
Wi |2in ~ Multi(B. ., )

foreach ¢; ; € £ do
| Yijl\Zis Zj, 1,V ~ w(Zi,Zj)

~—

v
-\
=)
\&
A

®)

FIGURE 2.25 — Mod¢le graphique de RTM. En gris les observations.

exponentielle (Equation 2.70), et I'autre utilisant la fonction sigmoide o (Equation 2.71), tel

que :

Ve(ij = 1zi2)) = exp(n’' (% 0Z)) +v) (2.70)

et
Vo (yig = 1|zi,25) = o(n" (7 0 7)) +v), (2.71)
avec o le produit de Hadamard (le produit terme a terme des deux vecteurs). z; o Z,
aura ici tendance a donner plus d’'importance aux thématiques similaires fortement présentes

dans les deux documents, et diminuer la contribution des autres. On retrouve Figure 2.26

un graphique illustrant la forme des deux fonctions. Lors de l'estimation, les thématiques
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FIGURE 2.26 — Comparaison entre les fonctions exponentielle et sigmoide.

communes des documents seront alors renforcées, dans une approche similaire a celle employée
par BLEI et MCAULIFFE, 2007. C’est une hypothése centrale du modéle qui est faite ici, en
considérant qu’un lien entre deux documents est d’autant plus probable qu’ils partagent les

mémes thématiques latentes.

Pour estimer les parameétres du modéle ), v, 0 et [, les auteurs proposent une méthode re-
posant sur un algorithme EM variationnel. Nous détaillerons ici la phase d’ Espérance permet-
tant de déterminer les paramétres variationnels, et la phase de Mazimisation afin d’estimer

les paramétres du modéle.

2.3.1.1.1 Etape E : L’objectif est ici de déterminer les paramétres v et ¢ de distribu-
tions connues, permettant d’approcher au mieux la distribution postérieure du modéle, en

minimisant la divergence de Kullback-Leibler. On pose pour cela la probabilité ¢, tel que :

(0,2 | ~7,®) =] |a0 (Oa | 70) [ ] ¢ (zan | Gan) |- (2.72)

On notera par la suite que E, [24,,] = ¢a,n. Comme pour LDA Destimation se fait en se
basant sur la ELBO, la borne inférieure obtenue par ’application de théoréeme de Jensen, et

dont Pexpression est donnée Equation 2.73.
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D N;
L. dia.B8) = Y Egflogplyislzi 2, n.0)] + DY Eqllog p(zial6:)]

e;; €E C(di,dj)
D N D
+ Z Z Eq[log p(w; | Bk, 2an)] + Z Eq[log p(0:|)] + H(q). (2.73)

La différence avec LDA se situe dans son premier terme, noté par la suite L4, ;). En effet,
I'introduction de la fonction de lien crée une dépendance entre les documents et modifie
I’estimation de certains paramétres. Elle demande donc a prendre en compte les différentes
fonctions de lien considérées. Afin d’alléger la notation, on pose (q;,4,) = @, o_j, et également
52' =E,[z] = NL Zn Pin-

On note également que RTM ne prend en compte que les liens observés, et ce pour
deux raisons. Premiérement, considérer I’absence de liens, y;; = 0, n’est pas une hypothése
de modélisation pertinente dans de nombreux cas réels. Par exemple, dans le cadre d'un
réseau social, deux personnes peuvent avoir des amis communs et des intéréts similaires
sans pour autant étre au courant de la présence de I'autre sur le réseau. Ensuite, ’avantage
d’un point de vu computationnel est important, car il réduit drastiquement le nombre de
paires de documents & considérer. Un corpus comme Cora [MCCALLUM et al., 2000, qui
comporte 2708 documents en réseau pour 5429 liens, requerrait 675 fois plus de calculs si I'on
souhaitait prendre en compte les liens non observés. Plus généralement, les réseaux réels sont
ont tendance a étre trés creux, et ne prendre en considération que les liens observés permet
de surmonter ce probléme de combinatoire.

L’espérance en g de Ly, 4,) dépend de la fonction de lien choisie. Les fonctions de lien
présentées ne dépendant que de (Z; o Z;), il est possible, au moyen d’une approximation du

premier-ordre [BRAUN et al., 2010], de réécrire leurs espérance tel que :
La;.a5) = Eq[the(Z; 0Z5)] & log Ve (Eq[Z; © Z;]) = log the(T(a,4,))- (2.74)

L’Equation 2.75 donne la forme de cette espérance pour la fonction de lien exponentielle.

[E, pour la fonction sigmoide est elle donnée Equation 2.76.

Eq[lOg we(ii ¢} Zj)] = T]Tﬁ(di,dj) + v. (275)

E,[log ¥y (Z; 0 Z;)] ~ logo(n T a;a,) + V). (2.76)
En dérivant £, on peut alors déterminer la forme de la régle de mise a jour de ¢; ,,, donnée
a I'Equation 2.77. On a toujours E,[log 0;]v] = ¥(v;) + \I/(Zszl Yik), Puisque 6; n’intervient

pas dans la fonction de lien.
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Gim o< xp | Y Ve, Laa, + Egllog iy + 108 5w, (2.77)
di#d;
L’information sur les liens, Vg,  Lg, 4,, peut étre réécrite en fonction de (g, 4,), permettant

de plus facilement différentier les fonctions de liens. On obtient alors :

VoinLad; = (Vi a)Laid;) © f]—i (2.78)

On remarque dans I’équation ci-dessus que l'assignation de la thématique latente du mot
w; , du document d; est « poussé » en vers les thématiques latentes des documents auxquels
d; est lié. Les gradients en 74, 4, relatifs aux fonctions de liens sont données aux Equations
2.79 et 2.80, respectivement pour la fonction exponentielle et sigmoide. L’estimation de ¢;,
se fait alors en injectant I'une ou Pautre dans ’Equation 2.78, afin de calculer la régle de

mise & jour donnée Equation 2.77.

Vepap L, =1 (2.79)

vf(di,dj)ﬁtol'i,dj = (]‘ - U(HTﬁ(di,dj) + M))n (280)

La mise a jour du paramétre variationnel ~y;, représentant le mélange de thématiques
latentes du document d;, est elle identique a celle formulée dans LDA. En effet le paramétre

0; n’intervient pas ’expression de la fonction de lien. Ainsi :
N;
ot o (281)
n

2.3.1.1.2 Etape M : Une fois les valeurs courantes des paramétres variationnels obte-
nues, on estime les paramétres du modéle en fonction des paramétres variationnels obtenus
a I’étape précédente. La valeur de [ est obtenue en utilisant la méthode des multiplicateurs

de Lagrange, et ne varie pas de LDA, tel que :

D N
Bi.j=> > aniwh, (2.82)

d=1 n=1
L’estimation des paramétres 7 et v va elle dépendre du choix de la fonction de lien. Comme
précisé précédemment, RTM ne prend en compte que les liens observés. 1l est donc nécessaire
d’introduire une régularisation afin de compenser ’absence d’exemples négatifs. Si 'une des

solutions envisageables consisterait & introduire une pénalisation (5, les auteurs proposent
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eux d’introduire un nombre p d’exemples artificiels, construits a partir de 'hyperparameétre

_o
1Ta’

Les valeurs des paramétres n et v pour la fonction sigmoide sont approchées par descente

a, tel que 7, = {77 o
de gradient.

VoL m Y (L= 00 Taay) + V) Tiasay) — po (0 T+ v)Ta (2.83)

ei,jeg
La régularisation pour la fonction de lien exponentielle est faite différemment, afin d’ob-

tenir une régle de mise a jour explicite. On obtient alors :
n <« log(IT) — log(II + p7,) — 1v, (2.84)

et
v« log(E — 1) — log(p((1 — 1'7,) + E — 1'TI), (2.85)

avec 1 un vecteur de dimension K dont tous les coefficients valent 1, E le nombre de liens

observés et IT = Zeij T(d; d;)-

2.3.1.2 Generalized RTM

N. CHEN et al., 2013 proposent avec Generalized RTM (gRTM) d’apporter deux mo-
difications majeures aux travaux précédents. Premiérement, et comme discuté lors de la
présentations de RTM, la forme de la fonction de lien, n'(Z; o Z;), reléve d’une hypothese
forte quant & la modélisation des liens. En effet, seules sont prises en compte les interactions
entre thématiques identiques. Or notre intuition nous laisse & penser que la présence de deux
thématiques différentes est tout a fait capable de justifier un lien. Les auteurs reformulent

alors la fonction de lien, en introduisant le paramétre Q € RE*E tel que :
P(ig) = 12,25, Q) = 0(z ' Qz;) (2.86)

Cette forme permet de prendre en compte toutes les interactions possibles entre les théma-
tiques latentes et permet également la prise en compte de I'orientation du graphe si tel est le
cas. Les expériences menées par les auteurs montrent que la répartition des thématiques est
conforme a notre intuition : les interactions entre thématiques identiques sont positives (sur
la diagonale de la matrice @)), certaines thématiques interagissent également positivement
avec d’autres, et la majorité des thématiques différentes interagissent négativement entre
elles, autrement dit elles n’impliquent pas I'existence d’un lien.

Le second ajout est une reformulation de la procédure d’estimation des paramétres du
modéle. La ou les travaux originaux se basaient sur un algorithme EM variationnel, les au-

teurs présentent une méthode reposant sur le Collaped Gibbs Sampling, méthode ayant déja
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été appliquée avec succeés & LDA [GRIFFITHS et al., 2004]. A cela se rajoute également une
procédure d’augmentation des données, afin de faciliter 'intégration de la fonction de lien
a la procédure d’échantillonnage. Cette augmentation est faite par 'introduction dune va-
riable auxiliaire de type Polya-Gamma [POLSON et al., 2013|. Bien que donnant des résultats
supérieurs a la version variationnelle sur des taches de prédiction de liens, la procédure d’es-
timation des parameétres demeure trés cotiteuse en calculs, et devient difficilement exploitable

a mesure que la taille du réseau augmente.

2.3.1.3 Probabilistic Latent Document Network Embedding

Probabilistic Latent Document Network Embedding PLANE, [T. M. LE et al., 2014] est
une méthode permettant a la fois d’apprendre des plongements de documents et des théma-
tiques latentes au sein du méme espace de représentation. En plus des notations introduite
précédemment, on notera p la dimension de I'espace de représentation, et K le nombre de
thématiques. L’objectif de PLANE est d’apprendre conjointement une représentation de rang
faible z; € R” des documents d;, une représentation ¢, € R” des thématiques et une distri-

bution des mots sur les K thématiques considérées.

Algorithme 3 : Modéle génératif de PLANE

foreach k € {1,--- , K} do
By ~ Dirichlet(\)
¢k ~ N(07 ()0_1[)

foreach d; € D do

z; ~ N(0,7711)

foreach w;, € {1,---,N;} do
Zin ~ Multi({p(k|z;, P} )
W; , ~ Multi(;, ,.)

foreach ¢;; € £ do
| yi;j ~ Bernoulli(p(yi; = 1|x;, xj,1m))

L’Algorithme 3 décrit le modéle génératif de PLANE, et peut étre découper en trois
parties. La premiére, surlignée en rouge, correspond a la la génération des paramétres du mo-
déles. Pour chaque thématique &, on tire la probabilité 5, de chaque mot d’y appartenir selon
une distribution de Dirichlet d’hyperparameétre A, et les coordonnées ¢y, de cette thématique
selon une loi normale, centrée en 0 et dont la variance est controlée par I’hyperparameétre .

La seconde, en bleu, permet de générer d’abord le plongement z; de chaque document

d; selon une loi normale, puis pour chaque mot du document, de tirer z;,, la thématique



2.3. PLONGEMENT DE DOCUMENTS EN RESEAUX 73

correspondante. La probabilité que le ni®™® mot de d; soit associé a la thématique & est

calculée comme suit : 1 9
exp(—3llzi — orl|?)

p— K 5
> w1 exp(—sllzi — dwll?)

avec ® = {¢;}_, I'ensemble des coordonnées des K thématiques. Concrétement, plus la re-

p(k|z;, @) (2.87)

présentation x; d'un document sera proche de la représentation ¢, d’une thématique, plus les
mots qui le composent auront de chance d’étre affectés a cette thématiques. Ainsi, deux docu-
ments proches dans 'espace des représentations se verront partager les mémes thématiques.
On génére enfin les mots w; , selon une loi multinomiale de parameétre 3., .

La derniére partie enfin, en vert, permet de modéliser les liens entre les documents, en
fonction des plongements générés a 1’étape précédente. Comme pour RTM, on tire un indica-
teur binaire y;; symbolisant I'existence ou non d’un lien. Un lien entre deux documents sera
d’autant plus probable que leurs plongements dans 1’espace de représentation seront proches

I'un de 'autre, ce qui se traduit par ’équation suivante :

p(yi; = Ui, xj,m) = exp(—nl|z; — z;?), (2.88)

ou 7 est un parameétre du modéle & apprendre. Cette fonction permet d’intégrer 'information
sur la structure du réseau au modéle, et ainsi de rapprocher les représentations des documents
liés, tout comme les thématiques qui leurs sont associées. L’estimation des paramétres f3,
xi, ¢, et n est faite au moyen d'un algorithme EM variationnel, d’'une maniére similaire &

I’estimation des parameétres de RTM.

2.3.1.4 Latent topic models for hypertext

GRUBER, ROSEN-ZVI et al., 2008 propose avec Latent Topic Models for Hypertext (LTMH)
une méthode visant & modéliser les liens hypertextes allant d’un mot (ou un groupe de mots)
vers un document, afin d’en générer des nouveaux. Le mécanisme employé différe cependant
des méthodes précédemment citées.

Les variables observées sont ici les mots w;,, ainsi que les liens Lﬁi,na partant de w;,
et poitant vers d;. Le modéle génératif de LTMH, illustré a 1’Algorithme 4, est composé de
deux parties : une partie permettant la génération des documents (en rouge), strictement
équivalente & LDA, et une partie générant les liens (en bleu). Le fonctionnement de LDA
ayant été traité dans la premiére section de ce chapitre, nous nous attarderons ici sur le
processus de génération des liens.

LTMH cherche a produire des liens hypertexte provenant des mots w;,, d'un document
d; pointant vers un document d;. On notera ce lien L, et celui-ci peut prendre valeurs dans
{1,---,D,0}, avec () représentant un lien vers aucun document. Dans un premier temps,

on considére le paramétre A € RPT! représentant la probabilité de considérer un lien vers
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Algorithme 4 : Modéle génératif de LTMH
foreach d; € D do
Ol ~ Dir(«)
foreach w;,, € d; do
Wi |2 ~ Multi(B;; )

A~ Dir(v)
foreach d; € D do
foreach w;,, € d; do
Tp ~ Multi(\)
if 7, # 0
| 2% ~ Multi(6,,)
if ZL = Zin
| Li=m

I'un des D documents, ou bien aucun lien. Ce paramétre est tiré selon une loi de Dirichlet
d’hyperparamétre v € RP*L. Dans la mesure ot I'on sait que la majorité des mots d'un
document ne portent pas d’hyperliens, I’a priori v doit étre fortement asymétrique de fagon
a privilégier les liens vers aucun document, tel que ~; < vy pour tout document d;.

Ensuite, pour chaque document d; de D puis pour chacun des mots w;,, qui le composent,
on tire au moyen d’un loi multinomiale de parameétre A la variable aléatoire 7,, représentant
la cible potentielle du lien hypertexte partant du mot. Si 7,, = ), alors on considére que w;,,
n’est lié a aucun document. Dans le cas contraire, ol 7,, = d;, on tire une seconde affectation
de thématiques a w; ,,, notée z% , selon une loi multinomiale de parameétre 6;. Dans le cas ou

7,
_ L
Zin = Z@',na

on considérera alors un hyperlien entre le mot w; ,, et le document d;. Pour qu’un
hyperlien existe entre un mot w;, et d;, il faut donc que la thématiques affectée a ce mot
soit la méme, qu’elle soit générée selon le mélange de thématique de son document d’origine
0; ou de celle du document li¢ ; 6;. Ce processus peut étre répété plusieurs fois dans 'optique
d’améliorer les performances du modéle [GRUBER, ROSEN-ZVI et al., p. d.| L’estimation des

parameétres est faite par maximum a posteriori au moyen d’un algorithme EM.

2.3.2 Meéthodes de plongement de graphes attribués adaptées au

texte
2.3.2.1 Text Attributed DeepWalk

C. YANG et al., 2015 proposent avec Text Attributed DeepWalk (TADW) une extension
de DeepWalk (c¢f. Section 2.2.2.1) afin de prendre également en compte les attributs textuels
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des sommets. TADW, a l'instar de NetMF, interpréte DeepWalk comme une factorisation
d’une matrice M, mais propose d’incorporer également le contenu textuel des sommets dans
I’apprentissage de leurs représentations. Cette matrice est construite a partir de la matrice

A+TAQ. TADW prend donc en compte les voisinages d’ordre un

d’adjacence A telle que M =
et deux de chaque documents du réseau. Le contenu textuel prend lui la forme d’une matrice
X € Rt*P avec D le nombre de documents du corpus en réseau. Chaque colonne z.; de X
correspond a la représentation du document d; obtenue par LSA (Section 2.1.1), en dimension
pi- Plus précisément, TADW correspond & une décomposition de rang faible de M en deux
matrices U et H. La matrice U représente 'aspect « réseau » et HX l'aspect « texte ».

En employant la méthode de complétion inductive de matrice [NATARAJAN et al., 2014|
permettant une tri-factorisation de M, TADW estime U et H, compte tenu de X, de fagon
a résoudre un probléme des moindre carrés, tout en imposant une pénalisation sur la norme

de Frobenius aux deux premiéres matrices. Le probléme d’optimisation est alors le suivant :
. A
IgngM—UTHXII%Jrg(IIUII%Jr 1H211%) . (2.89)

avec A € R un hyperparamétre. U et H sont estimées alternativement afin de minimiser
I'Equation 2.89. La matrice finale des plongements de documents est obtenue en concaténant
les matrices U et HX.

2.3.2.2 Gaussian Embedding of Linked Documents

GOURRU et al., 2020 proposent avec Gaussian Embedding of Linked Documents (GELD)
une méthode de plongement de documents en réseaux, se basant sur des plongements de
mots pré-appris, qui ne représente plus un document d; comme un point dans un espace
de représentation, mais comme une distribution gaussienne de moyenne p; et de variance
o?. Cette variance permet de modéliser I'incertitude liée & la représentation d’un document.
Celle-ci aura tendance a augmenter si le document est lié & des documents qui lui sont éloignés
et qu’ils différent de part leur contenu textuel. De plus GELD permet de représenter dans
le méme espace, de dimension R”; les mots et les documents. Il est ainsi possible de calculer
des similarités entre des termes et des documents, afin par exemple d’expliquer un ensemble
de documents par un groupe de mots qui leur sont les plus proches.

GELD cherche a apprendre une représentation du document d; sous la forme d’une dis-
tribution gaussienne de moyenne p; € R et de variance diagonale 021 avec 02 € R”. On note
A € NP*P ]a matrice d’adjacence, dont le coefficient a;; représente le nombre de fois que le
document d; cite le document d;. On considére également un vocabulaire fixe comptant V'
mots. La matrice X € NP>V correspond & la matrice de comptage de D, ou chaque ligne ¢;
est la représentation sac de mots de d;, et dont le coefficient ¢; est le nombre d’occurrences

du k"¢ mot du vocabulaire dans le contenu textuel de d;. On note enfin trois ensembles :
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— 8! = {u}, -+ ,uly}, l'ensemble des N plongements de mots de d;, avec u' € R le
plongement du n™¢ mot de d;.
— 8¢ ={ui, -+, by}, Pensemble des M moyennes des documents liés & d;.
— &; = S!US?, P'union des deux ensembles précédents, tel que S; = {ul, -+ uby, pl, -+ i}
On consideére les vecteurs §; ; composant S; comme indépendants, et ceux-ci sont tirés selon

la méme distribution gaussienne, de la forme :

En notant 8§ = {S;}2,, p = {w}2, et 0% = {6}, on peut écrire log-vraisemblance des

données telle que :

D D D |4
LD 0®) =Y agN(pjipi o)+ Y > caN (ugi pi,07) - (2.91)

=1 j=1 i=1 k=1
& J/ A ~~

Ls Lt

J

L, et L, représentent respectivement la partie de la log-vraisemblances relatives a la structure
du réseau et aux contenus textuels. Cependant le nombre de citations partant d’un docu-
ment et le nombre de mots qui le composent sont rarement équivalents. Dans de nombreux
réseaux réels le nombre de mots dépasse nettement le nombre de citations. Afin de palier
ce déséquilibre, les auteurs introduisent donc 7 € [0, 1], un parameétre permettant de définir
I'importance accordée a chacun des deux aspects du réseau de documents, de fagon a proposer

une version modifiée de I'Equation 2.91 :

L= (1-n)L +nLs,. (2.92)

5 o . ) . (k)

L est maximisée alternativement en chaque étape £ les paramétres p, 2(k)

et o™ jusqu’a
convergence. Les valeurs initiales des paramétres sont calculées comme les moyennes et va-

riances empiriques des plongements de mots.

2.3.2.3 GVNR-t

GVNR-t est une extension de GVNR permettant d’apprendre des représentations de (cf.
Section 2.2.2.2) de documents en réseau. L’information textuelle est représentée sous la forme

NP*V “avec D le nombre de documents du corpus

d’une matrice de fréquence des mots X €
en réseau, et V le nombre de mots du vocabulaire, ot z;, la ¢™¢ ligne de X, correspond &
la représentation sac de mots du document d;. A cela s’ajoute la matrice W € RY*?, donc
chaque ligne est la représentation d’un mot, en dimension p.

De la méme fagon que dans les travaux d’ARORA et al., 2017, un document est considéré
dans GVNR-t comme la moyenne des vecteurs des mots qui le composent. Cette moyenne

est calculée, pour le document d;, comme z;W.
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Le fonctionnement de GVNR-t est identique a celui de GVNR, avec pour seule différence
le fait que la matrice des vecteurs contexte C' précédemment apprise est maintenant remplacée
par la matrice des moyennes des représentations des mots, tel que la ¢ ligne de C' devient
¢; = x;W. En remplacent ce terme dans I’Equation 2.48 on cherche les valeurs des paramétres

U, w, biU et bZW minimisant la fonction suivante :

ViV

PP =1 =1

On peut ainsi considérer que GVNR-t encode d’un coté 'aspect structurel du réseau
de document, sous la forme de la matrice U, et de 'autre I'aspect textuel des documents,
représenté par la matrice XW. Le plongement complet du document d; est la concaténation

des vecteurs encodant ces deux aspects, autrement dit u; & x;W.

2.3.2.4 Inductive Document Network Embedding

Inductive Document Network Embedding IDNE, |[BROCHIER et al., 2020] est une méthode
visant & apprendre de fagon inductive au sein d’un méme espace de représentation, de dimen-
sion p, les mots, les documents et les thématiques issus d’un corpus en réseau. Il s’appuiera
pour cela sur un mécanisme d’attention entre les mots et les thématiques.

On considére toujours un réseau de D documents G = {D,E}, avec A € {0,1}7*P sa
matrice d’adjacence, et X € NP>V la matrice dont chaque ligne x; est la représentation sac-de-
mots (TF) du document d;, avec V' la taille du vocabulaire. On définit enfin I'hyperparamétre
K € N, le nombre de thématiques. IDNE cherche a apprendre les matrices W € RY*# et
T € REXP_ respectivement la matrice des plongements des mots du vocabulaire et la matrice
des vecteurs thématiques, afin de construire U € RP*?  la matrice des plongements des
documents.

Dans un premier temps, pour chaque document d;, on calcule les scores d’attention C; €

RE*V entre les mots qui le composent et les thématiques, tel que :

C; = ReLU(TW "diag(X;)). (2.94)

La fonction ReLU (ReLU(x) = maz(0,z)) |[NAIR et al., 2010] permet & la fois d’assurer la
non négativité des éléments. On normalise ensuite en colonnes, afin que chacune des colonnes
de C; somme & 1. Il est alors possible de calculer une représentation uz(-k) de chaque document

pour chacune des thématiques k, comme suit :

k) _ C; pdiag(z;)W
’ |zil1 '

(2.95)
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FIGURE 2.27 — Illustration de l'architecture de IDNE. Le premier étage correspond aux
données TF des documents d; et d;. Le second illustre le calcul des coefficients d’attention,
ou les paramétres T' et W sont partagés pour tous les documents. On construit ensuite les
plongements des documents. Le dernier étage correspond a l'apprentissage des paramétres,
en cherchant a prédire I'existence d’un lien entre les deux documents.

C;x désigne la £ ligne de la matrice C;. Ce vecteur va alors pondérer la représentation
des mots contenu dans d;, afin de produire une représentation spécifique du document pour
la thématique k. Le dénominateur permet de contenir les représentations de documents dans
le méme ordre de grandeur, afin de stabiliser I'apprentissage. On remarque une similitude
avec 'Equation 2.30, du Transformer, o ici C;y joue le role de requéte (Q), et diag(x;)W
celui a la fois de clef (K) et valeurs (V). La représentation finale de d;, prenant en compte
les contributions de toutes les thématiques, est alors u; = Zk;K:1 ugk), autrement dit la somme
des représentations thématiques de d;.

Enfin, Papprentissage des paramétres va exploiter la structure du réseau, de fagon a
rapprocher dans 'espace des représentations les documents proches dans le graphe, et éloigner

XD encodant les voisinages

les plus distants. On construit alors une matrice binaire S € {0, 1
d’ordre 1 et 2. Un coefficient s;; = 1 indiquera ainsi que les documents d; et d; sont soit
directement liés dans le graphe, soit ont au moins un voisin en commun. Formellement, les
coefficients de S sont construits tel que :
: 2
Sij = bosAr A >0 (2.96)
0 sinon.

On définit la probabilité que deux documents soient liés (représenté par un indicateur
binaire y;;) comme p(y;; = L|u;, uj; T, W) = o(u;-u;). L’apprentissage des paramétres est fait
en maximisant la vraisemblance de S selon T et W, montrée a ’Equation 2.97. L’optimisation

est faite au moyen de Palgorithme de descente de gradient stochastique ADAM |[KINGMA et
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BA, 2015|. Lorsque W et T sont appris, il est alors possible de représenter de nouveaux
documents (tant que les mots les constituants appartiennent au vocabulaire considéré lors de

Pentrainement) et prédire de fagon inductive leurs liens avec le reste du corpus.

L(T, W) = Z Z sijlogo(u; - uj)+ (1 —s;;)logo(—u; - uj;) (2.97)

i=1 j=1

2.3.3 Meéthodes basée sur ’apprentissage profond
2.3.3.1 Context-Aware Network Embedding

Context-Aware Network Embedding CANE, [TU et al., 2017] est un modéle de plongement
de réseaux de documents visant a apprendre des représentations qui encodent a la fois la
structure du graphe et le contenu textuel des sommets. Une des particularités de CANE
est d’apprendre autant de représentations d’un document qu’il a de voisins, afin de mieux
capturer les propriétés des contenus textuels susceptibles d’expliquer la présence dun lien.
Dans la description suivante nous emploierons s en exposant afin d’indiquer qu’un objet est
lié & la dimension structurelle du réseau de document, et ¢ en exposant s’il est lié a 'aspect
textuel.

CANE cherche a apprendre les valeurs des paramétres suivants :

— W, la matrice de plongement des mots,

@, la matrice d’attention mutuelle,

— U? et H?, les matrices des représentations des sommets.

Ces parameétres sont appris de fagon & minimiser simultanément la distance entre les repré-
sentations structurelles uj et h3 (respectivement des lignes de U*® et H*®) des sommets liés d;
et d;, la distance entre les représentations textuelles u} et h; des deux documents liés et la
distance entre les représentations textuelles (calculée a partir des parameétres W) et structu-
relles des documents proches dans le réseaux de documents. L’objectif & minimiser est alors
de la forme :

L= L(ey)+ L ey). (2.98)

ei;€E

L?(e;;), Vobjectif relatif & la structure du réseau de documents pour le lien e;;, vise a

mesurer la log-vraisemblance d'un lien en se basant sur les représentations structurelles des

sommets d; et d;, tel que :

Es(eij) = aijpss(dj’di)a (2-99)
avec
ouihs
P (vjlvi) = o (2.100)

v EV
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L’objectif £*(e;;), cherchant a rapprocher les représentations textuelles des autres repré-

sentations est, elle, de la forme :
Leyg) = ag(a - p"(dyldi) + B - p™(dyldy) + v - p™ (dyldy)). (2.101)

Les trois probabilités p®, p'* et p** sont de la méme forme que celle décrite a 'Equation 2.100),
en modifiant les représentations u; et h; pour les représentations adéquates.

On considére pour chacun des deux documents liés d; et d; leur séquence de mots respec-
tive x; = (wy,- -+ ,wy) et x; = (wy,- -+ ,wpr). On obtient alors les séquences de plongements
de mots x; = (Wq,--- ,WnN) et Xj = (Wq, -+, Wn), au moyen de la matrice de plongement
W, qui sera apprise. Ces deux séquences sont alors passées dans une couche de convolution
afin d’obtenir deux matrices S* € RV et 7 € RP*M dont les lignes sont autant de représen-
tations intermédiaires. On construit ensuite une matrice de corrélation F' = tanh (S QS7),
donc chaque coefficient fi; est un score de corrélation entre entre les vecteurs s} et s{ . Ce
score est paramétré par la matrice d’attention mutuelle (), qui est un parameétre du modéle &
estimer. On calcule enfin un vecteur d’attention pour chacune des deux séquences au moyen
d’un max-pooling sur F, en ligne (pour v;) ou en colonne (pour v;). Le plongement d'un
document sera alors donné par le produit scalaire de son vecteur d’attention et de sa matrice
Si. L’optimisation des paramétres est effectuée en employant 1'algorithme de descente de
gradient stochastique ADAM.

2.3.3.2 Neural Relational Topic Model

BATI et al., 2018 proposent avec Neural Relational Topic Model (NRTM) d’adapter I'ar-
chitecture de RTM [CHANG et al., 2009] en se basant sur des méthodes neurales. RTM est
composé de deux parties, I'une modélisant les documents et I'autre modélisant les liens, et
il en va de méme pour NRTM. La modélisation des documents est faite au moyen d’une
architecture nommée par les auteurs Stacked Variational Auto-Encoder (SVAE), proposant
une adaptation au cadre variationnel des Stacked Auto-Encoders |BENGIO, LAMBLIN et al.,
2007|. La prédiction des liens s’effectue, elle, en utilisant un perceptron multi-couches (MLP)
cherchant a classifier si le vecteur résultant de la concaténation des mélanges de thématiques
de deux documents suggére un lien entre eux. La Figure 2.29 illustre I’architecture du modéle.

L’ensemble des N; mots du document d; € D est noté w; € [win, - ,w;n,|, avec
w;, € {0,1}V. Puisque l'ordre des mots n’a pas d’importance dans NRTM, et par soucis

de performance afin de ne pas répéter certains calculs, les mots sont agrégés pour chaque
N;

n=

document d; tel que z; = ) " w;,, de facon & obtenir un vecteur de comptage des mots.
L’auto-encodeur prend la forme d’un réseau de neurones a L couches, 'encodeur et le dé-

codeur en comptant chacun % Le SVAE sera d’abord entrainé seul, afin d’apprendre des
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FIGURE 2.28 — Vue d’ensemble de CANE. Pour chaque lien les mots des deux documents
sont plongés avant d’étre passés dans une couche de convolution afin d’en extraire les ca-
ractéristiques locales. La matrice de corrélation F' est alors construite a I'aide de la matrice
d’attention ). Les poids d’attentions sont obtenus par un pooling en ligne ou en colonne. La
produit de la matrice issue de la convolution et du vecteur d’attention permet enfin d’obtenir
une représentation du contenu textuel.
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Document i Document j
Reconstruction &, Reconstruction £;
Generation Network . . ' . Q Q O O Generation Network

i , g i ; Q « —

Hidden ' .k Hidden O
. Layers O Layers O .
°°

Document Xi s O O Document X;
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@,

Inference Network X Inference Network

FIGURE 2.29 — Illustration de ’architecture de NRTM, tirée de BAT et al., 2018. Le documents
x; et x; sont passée en entrée du SVAE afin de générer les mélanges de thématiques 0; et 0;.
On passe ensuite le résultats de la concaténation de 6; et 6; dans un perceptron multi-couches
afin d’obtenir y;;, variable indiquant un lien entre les deux documents.

représentations des documents, puis sera affiné lors de ’entrainement du MLP, en profitant

de la rétropropagation de son erreur.

L’encodeur va générer pour chaque document d;, a partir du vecteur de comptage z;,
un vecteur moyenne u; € RX et un vecteur o; € R¥, avec K le nombre de thématiques
fixé. Pour permettre la rétropropagation du gradient au travers des variables aléatoires, on
utilise I'astuce de reparamétrisation [KINGMA et WELLING, 2014], en posant 0; = u; + €0,
avec 0; € RE un vecteur représentant la proportion de thématiques du document d;, et

e = N(0,1) un bruit généré aléatoirement selon une loi normale.

Le décodeur va lui chercher a reconstruire un vecteur ; a partir du 6; généré par ’enco-
deur. On pose pour cela f € RE*Y une matrice dont les colonnes décrivent la probabilité de
chaque mot du vocabulaire d’appartenir a la thématique correspondante, de la méme maniére
que dans LDA ou RTM, de telle facon que g = HlL: L WO avec WO la matrice des poids de
la ['®™¢ couche du réseau de neurones. Contrairement & d’autres méthodes de modélisation
de thématiques utilisant des auto-encodeurs [SRIVASTAVA et al., 2017]; [MIAO et al., 2016],
le décodeur de NRTM posséde plusieurs couches, permettant une plus grande expressivité
dans la génération des thématiques. Les expériences montrent d’ailleurs une cohérence des
thématiques |RODER et al., 2015 de NRTM, comparativement & ses concurrents. L’appren-
tissage des paramétres est fait en minimisant ’erreur de reconstruction entre le x; original et
sa version reconstruite ;.

Les liens entre les documents d; et d; sont eux modélisés au moyen d’un perceptron multi-

couches (& 4 couches entiérement connectées dans les expériences menées par les auteurs).
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Celui-ci regoit en entrée un vecteur 6;; € R?% | tel que 6;; soit le résultat de la concaténation
des vecteurs 6; et 0;. Ce classifieur cherche a prédire g;; € {0,1}, indiquant si les deux
documents sont liés (1) et non (0). Afin d’assurer de meilleurs résultats, on ajoute aux
liens existants £ un ensemble £~ d’exemple négatifs. On cherchera alors a maximiser la

log-vraisemblance suivante, par descente de gradient :

Lz =Y logy+ Y log(l— i) (2.102)

eij €€ eiR€E™

2.3.3.3 Relational Deep Learning

H. WANG, SHI et al., 2017 proposent un modéle d’apprentissage profond, & L couches,
adapté a la modélisation de thématiques de réseaux de documents : Relational Deep Learning
(RDL). Ce modéle permet d’apprendre des représentations de K thématiques des documents
d’un corpus adaptées a des taches de prédiction de liens. On notera Xo € RP*Y la matrice
dont la i*™¢ ligne contient le vecteur sac-de-mots correspondant au document d;. X¢ et € sont
tout deux les variables observées du modéle. Par la suite, on dénotera par A. les différents
hyperparamétres. Enfin, pour une couche [, on notera W® la matrice de poids, b%Y) son vecteur

.. l L . . L, e .
de biais, et XZ»( ) la représentation intermédiaire du document d;.

Algorithme 5 : Modéle génératif de RDL
foreach couche | de RDL do

foreach colonne n de W® do
| W ~ N0, 251 )

b ~ N(0, 2,1 1)

foreach ligne i de X do
| XY~ Ne(XETOWO 10, A71D)

foreach document d; do
| Xei~ N(XP Ny

foreach document d; do
I
‘ oF NN(XZ‘(Q)T-/)‘EIIK)

i~ N(07 Ae_llK)
foreach ¢;; € £ do

| Yis| b, &5 ~ V(-|ds, D5, M)

RDL repose sur une architecture Probabilist Stacked Denoising Auto-Encoders [H. WANG,
N. WANG et al., 2015]. A partir d’un vecteur sac de mots X¢; € RV, un encodeur produira



84 CHAPITRE 2. ETAT DE L’ART

L
a la couche % une représentation intermédiaire Xi(2 € R¥ puis un décodeur cherchera a
reconstruire a la couche L le vecteur sac de mot d’origine, noté Xcz L’Algorithme 5 détaille
le modeéle génératif de la méthode. Bien que la formulation de RDL puisse sembler dense, on

peut la décomposer en quatre parties afin d’en faciliter la lecture :

Le premier bloc, en rouge, correspond a la génération des paramétres WO et b0,
respectivement la matrice de poids et le vecteur de biais de la couche [, selon des
distributions normales. La variable latente correspondant a la représentation intermé-

), est alors tirée selon une loi normale controlée

diaire du document d; a la couche [, Xi(l
par les paramétres W® et b0,

— Laseconde partie, en bleu dans le modéle génératif, va chercher, pour chaque document
d;, a reconstruire le vecteur sac de mots X’qi a partir de la représentation intermédiaire
issue de la derniére couche L.

— Le troisiéme bloc, en jaune, génére la représentation thématique du document d;, a

partir d’une loi normale centrée sur la représentation intermédiaire générée a la couche
L

5.
— La derniére partie, en vert, va permettre la modélisation des liens. RDL adopte une

fonction de lien similaire & la fonction sigmoide de RTM (Equation 2.71), de la forme :

Oy = i, 5,m) = o(n' (¢i 0 &;)). (2.103)

Comme dans les travaux de [CHANG et al., 2009], on cherche avec Relational Deep
Learning a générer un indicateur binaire y;; indiquant I’existence ou non d’un lien entre
les documents d; et d;. Cette probabilité sera d’autant plus grande que les thématiques
des deux documents sont plus proches. On note également que la encore, seul les liens

véritablement observés sont pris en compte.

L’apprentissage des paramétres W, b et n est faite au moyen d’un algorithme EM varia-
tionnel adaptée pour pouvoir gérer les multiples transformations non linéaires propres aux
réseaux de neurones profonds. La procédure étant complexe, nous n’en décrirons ici que les
grandes lignes. Il s’agit de maximiser la log-vraisemblance de {XW}, Xo, {W®L {pO},
{¢i}. n et {e;;} en fonction des parameétres. On y retrouve les différentes erreurs de recons-

truction de 'auto-encodeur et la génération des liens, ainsi les termes de régularisation des
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parameétres :

A D LT A D (L)
L= 25 - XETIE - 2 I~ Xl
=1

=1

LD

s — 1 l

5Ziw< 1) - X
=1 =1

+ > logo(n'(¢i0¢y))

C,jeg

RS )12 Oz Aen 2

72 W% + ([0 7) — ?HUHQ (2.104)

1=

[y

La premiére étape (Espérance) va consister a trouver les paramétres variationnels per-
mettant d’approcher au mieux la variable latente ¢;. Puis, lors de 'étape de Maximisation,
les parametres W, b et 1 sont mis a jour de fagon a maximiser I’Equation 2.104, compte tenu
de la valeur courante de ¢;.

Les expériences menées par les auteurs montrent que RDL permets d’obtenir des résultats
supérieurs sur des taches de prédiction de liens entre documents, comparé a d’autres variantes

de RTM ne reposant pas sur un réseau de neurones profond.

2.3.3.4 Adjacent-Encoder-X

C. ZHANG et al.; 2020 proposent une architecture d’auto-encodeurs, Adjacent-Encoder-
X (AdjE), visant a apprendre des représentations thématiques de documents en réseau, en
s’appuyant de deux facons différentes sur la topologie du réseau. La premiére consiste en un
mécanisme d’attention permettant de prendre en compte les thématiques du voisinage d'un
document. La seconde consiste & reconstruire, en paralléle du contenu textuel du voisinage
du document, leurs vecteurs d’adjacence. Adjacent-Encoder-X prend son nom de la forme
de son architecture, montrée Figure 2.30. Ces représentations peuvent étre utilisées pour des
taches de classification ou de prédictions de liens.

On considére comme données d’entrée la matrice X € NP>V dont chaque ligne z; € NV
est le vecteur de comptage du contenu textuel du document d;, et A la matrice d’adja-

cence du réseau. Dans un premier temps, les auteurs log-normalisent ces vecteurs, tel que
log(1+x;,,)
maz,cy) log(14x;,m)

représentation latente, de K thématiques, h; € RE tel que h; = tanh(Wix; + Waa; +b), avec

X; = . Pour un document d;, on apprend alors en sortie de I’encodeur une
W, € REXV la matrice de poids du contenu textuel, W, € RE*P la matrice de poids liés aux
vecteurs d’adjacence, et b € RX un vecteur de biais. A partir de ces représentations intermé-
diaires, on peut alors calculer pour d; les coefficients d’attention pour chacun des documents

d; de son voisinage (voisinage noté N;) de la fagon présentée ci-dessous :
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Contenu textuel du document voisin d; Vecteur d'adjacence du document voisin d;
Zj a g
Décodeur
Encodeur
T; a;
Contenu textuel du document source d; Vecteur d’adjacence du document source d;

FIGURE 2.30 — Illustration de Adjacent-Encoder-X comme décrit par C. ZHANG et al., 2020.
A partir des informations textuels x; (en vert) et du réseau a; (en orange) du document
d;, 'encodeur produit une représentation intermédiaire h; de ce document (en bleu). Le
décodeur reconstruit a partir de cette représentation intermédiaire le contenu textuel et le
vecteur d’adjacence du document d;, voisin de d;. La double fleche grise indique la liaison
des paramétres Wy et Wa.

B exp(hi ;)
dee/\/'(di) exp(h) hy)

Ce coefficient sera d’autant plus grand que les représentations latentes des documents sont

(2.105)

Cij

plus proches. Puisque ces documents sont liés, on propage ces représentations thématiques
au document cible d;, sa représentation thématique finale devenant h; = N, cijh;.

Le décodeur va, & partir du vecteur h; représentant d;, reconstruire son voisinage, et
plus précisément, pour chaque d; € N, la représentation log-normalisée X; et le vecteur

d’adjacence a;. Ces reconstructions sont calculées comme suit :

h; = o(W,'h; + b)), @ = o(W, h; + by) (2.106)

On remarque que l'encodeur et le décodeurs partagent tout deux les matrices de poids
Wi et Wa (& une transposée prés). Cette liaison des poids (en anglais weights tying) |PRESS
et al., 2017]; [HAKAN et al., 2016] joue un double role. Le premier est de réduire le nombre
de paramétres du modéle, favorisant la vitesse d’entrainement du modeéle. Le second est
d’appliquer une régularisation sur les paramétres pour limiter les risques de sur-apprentissage.

L’apprentissage des paramétres Wy, Wa, b, by et by se fait en minimisant, pour chaque do-
cument d; et chaque document d; de son voisinage, I'entropie croisée binaire décrite Equation

2.107. L’optimisation est faite au moyen d’une descente de gradient stochastique ADAM.
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L(xj, i, a5, a;) =L(xj, ;) + L(aj, a;)
=— Z[zm log(Zin) + (1 — ) log(1 — Zyy,)]

ney
- Z [ajm 10g(@im) + (1 — ajm) log(1 — Gim,)] (2.107)

meD
Cette méthode permet d’étudier les thématiques en s’intéressant aux valeurs de la matrice
W1, dont chaque ligne représente 'appartenance de chaque mot a la thématique correspon-
dante. Les expériences montrent qu’elle propose une meilleure cohérence des thématiques que

les autres modéles thématiques relationnels présentés dans cette section.

2.4 Conclusion

Au cours de ce chapitre nous avons exploré et détaillé certaines des principales méthodes
visant a apprendre des représentations de mots, de documents, de graphes et de réseaux de
documents. Certaines des méthodes présentées sont a la base des travaux proposés dans la
suite de ce manuscrit, et d’autres seront le point de départ de perspectives de recherches

s’inscrivant dans leur continuité.






Chapitre 3

(Gestion de contenus ou de liens
manquants

Au cours de ce chapitre nous discuterons de 'application d’'une méthode de traduction,
originellement utilisée pour la traduction de mots d’une langue vers une autre, pour le passage

d’un espace de représentations de documents textuels a celui des représentations des sommets

du réseau de documents associés.

89
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3.1 Problématique

Lors de taches de recommandation de contenus, par exemple au sein d’une base de connais-
sances, plusieurs méthodes peuvent étre envisagées afin déterminer quels documents sont les
plus susceptibles d’étre similaires. L'une des plus simples est probablement I’apprentissage
de représentations : une fois lesdites représentations apprises, on cherchera les contenus les
plus proches de I’'élément considéré, par exemple au moyen d’une similarité cosinus. Dans
le cas particulier d’une base de connaissances, dont les éléments sont organisés en réseau et
dont les contenus peuvent étre de natures différentes, on pourra s’appuyer sur la structure
du graphe afin d’apprendre des plongements des sommets, préservant ainsi un degré d’abs-
traction suffisant pour englober indifféremment des documents textuels, des fichiers ou des
notices d’auteur. Se pose alors la question de comment traiter un nouveau contenu n’ayant
pas encore été intégré au graphe. Beaucoup de méthodes se basent pour ’apprentissage sur
des marches aléatoires, comme DeepWalk [PEROZZI et al., 2014] ou Node2Vec |[GROVER et
al., 2016|. Puisque les représentations des sommets sont appris de la méme fagon que les mots
dans Word2Vec, elles ne peuvent fournir la représentation d’un nouveau document non pré-
sent dans les données d’entrainement, puisque celui-ci ne peut étre rencontré lors des marches

aléatoires.

En paralléle, beaucoup de contenus d’'une base de connaissance sont des textes, et des
méthodes comme Doc2Vec [MIKOLOV, SUTSKEVER et al.; 2013] offrent la possibilité de
représenter des documents textuels sous forme de vecteur denses. Le cas de Doc2Vec est
intéressant a plusieurs égards. Premiérement, comme pour DeepWalk ou Node2Vec, il prend
comme base Word2Vec, une méthode d’apprentissage de représentations de mots reposant
sur 'hypothése distributionnelle. De plus, Doc2Vec permet, une fois les représentations des
mots appris lors de la phase d’entrainement, d’estimer le plongement d’un nouveau document

en effectuant une nouvelle étape d’estimation, en conservant fixes les autres parameétres.

La travail présenté dans ce chapitre propose une tache de traduction permettant d’inférer
la position d'un contenu inconnu, dans I'espace de représentation des documents a partir de
son plongement dans I'espace des sommets du graphe, ou inversement. L’hypothése faite ici
est que la topologie d'un réseau de documents est corrélée au contenu des documents. Pour
cela, nous nous appuyons sur les travaux de SMITH et al., 2017, qui proposent d’appliquer
le problémes des procrustes orthogonaux [SCHONEMANN, 1966] & deux ensembles de plon-
gements de mots de deux langues différentes, afin d’apprendre une transformation linéaire
entre ces deux espaces. Nous commencerons par présenter briévement la preuve concernant
le calcul de la matrice de passage, avant de présenter la contribution. Nous terminerons ce
chapitre par une discussion sur 1'utilisation de la méthode dans le cadre industriel dans lequel

se place cette thése.
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3.2 Procrustes orthogonaux

Le probléme des procrustes est un probléme d’approximation de matrice. Considérant
deux matrices, A € R™4 et B € R™ 9 on cherche une matrice W € R tel que W
minimise ||AW — BJ|%4. SCHONEMANN, 1966 propose une solution a ce probléme, lorsque 1'on
contraint W a étre une matrice orthogonale, afin de préserver la norme des vecteurs dans A.

On commence par développer expression ||AW — BJ[% :
AW = B2 =303 (AW - BY;
i
= Z Z(AW)?J- +(B)i; — 2(AW)i5(B);
IHAW\J@ +||Bl[f — 2tr(W' A" B)
Or, puisque W est une matrice orthogonale, on a ||AW||% = tr(AWWTAT)) = ||A||%. Ainsi,

|AW — B||% =l A% + | BIF — 2tr(W A" B)
(3.1)

Déterminer la valeur de W minimisant ||[AW — BJ|% revient alors a déterminer celle
maximisant ¢tr(WTATB). On utilise la décomposition en valeurs singuli¢res de A" B, telle
que ATB=UTY"V, ou U et V sont deux matrices orthogonales, et 3 la matrice diagonales

des valeurs singuliéres (non négatives) de A" B. On a alors :

tr(WTATB) =tr(WUTSTV)

=tr(VWTU)
Premiérement, on pose Z = VW TU. Puisque Z est le produit de matrices orthogonales,
elle est elle méme orthogonale. De plus, puisque ¥ est une matrice diagonale, on a tr(ZX) =

- Z;i 3. Le maximum est donc atteint en choisissant W de facon a ce que Z = I. || AW —B||2
7 F

est alors & son minimum lorsque W = UV T.

3.3 Contribution
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ABSTRACT

Searching through networks of documents is an important task. A
promising path to improve the performance of information retrieval
systems in this context is to leverage dense node and content rep-
resentations learned with embedding techniques. However, these
techniques cannot learn representations for documents that are
either isolated or whose content is missing. To tackle this issue,
assuming that the topology of the network and the content of the
documents correlate, we propose to estimate the missing node
representations from the available content representations, and
conversely. Inspired by recent advances in machine translation, we
detail in this paper how to learn a linear transformation from a set
of aligned content and node representations. The projection matrix
is efficiently calculated in terms of the singular value decomposi-
tion. The usefulness of the proposed method is highlighted by the
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the performance of information retrieval systems by leveraging
dense vector space representations of the content and the nodes
[16, 19]. Quite often, for various reasons, such as technical issues
or legal limitations (e.g. paywall), not all links can be observed nor
can all the content be retrieved.

These representations are learned with algorithms similar to
those devised for word embedding, e.g. DeepWalk [14], Node2Vec
[4] or GVNR [3] for node representations, or Doc2Vec [7] for con-
tent. Obviously, missing content prevents applying any document
embedding techniques. Also, since network embedding algorithms
perform random walks to measure the co-occurrence frequency
between nodes, they cannot learn representations of isolated nodes.

In this paper, we address this issue by formulating a translation
task, from available content representations to node representations,
and from available node representations to content representations.
Assuming that the topology of a network of documents correlates
with the content of the documents, we propose to estimate the
missing node (resp. document) representations as a linear transfor-
mation, ie. projection, of the content (resp. node) representations.
More specifically, we show how to construct a dictionary of pairs of
content and node representations that allows learning a projection
matrix, inspired by recent advances in machine translation with
pre-trained word embeddings [6, 12, 18]. Note that a self-translation
network embedding algorithm, STNE [9], has been recently pro-
posed, however it addresses a different task. It learns to translate
a sequence of content to a sequence of nodes to learn richer node
representations and it cannot operate on isolated nodes nor deal
with missing content.

Our approach proves relevant, as evidenced by the quality of
the alignment between the estimated representations and the true
representations. Practically speaking, our method has two main
applications. On the one hand, estimating the node representation
helps in recovering the missing links. On the other hand, estimating
the content representation from the node representation allows
measuring the similarity with the content of other documents and
thus provides helpful clues about the missing content.

The rest of this paper is organized as follows. In section 2, we
survey related work on document and network embedding, as
well as embedding-based bilingual translation. We then describe
our proposal to estimate the missing representations in section
3. Next, in section 4, we evaluate the quality of the projection
and assess the improvement brought by our method in predicting
the neighborhood of nodes whose links are missing and retrieve
documents similar to those without content. Finally, we conclude
and provide future directions in section 5.
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2 RELATED WORK

Word embedding, i.e., the task of learning dense vector space repre-
sentations of words, is tightly connected to the tasks of learning
document and node representations, i.e. document embedding and
network embedding. In this section, we first briefly survey works
related to word embedding and then present models adapted for
document and network embedding. Lastly, we cover recent ad-
vances in offline bilingual translation via word embeddings, on
which our work is based.

2.1 Word Embedding

Word embedding builds upon the distributional hypothesis. It states
that distributional similarity and meaning similarity are correlated,
which allows learning representations of words based on the con-
texts in which they occur, the context of a word being co-occurring
words in a short window.

Mikolov et al. [11] propose two models, namely Skip-Gram and
Continuous Bag-of-words (CBOW). The first models the conditional
probability of occurrence of a word, given a word in the context.
The second models the conditional probability of occurrence of
a word, given the set of words in the context. In both cases, the
probability is defined as a softmax function parameterized by the
dot products of the vector representations of the words.

Because the softmax makes the estimation of the word repre-
sentations computationally expensive, Mikolov et al. [13] propose
approximate solutions based either on the hierarchical softmax
or negative sampling, an approximation akin to noise-contrastive
estimation.

2.2 Content Representation Learning

Le and Mikolov [7] extends the Skip-Gram and CBOW models to
learn representations of documents, under the names, respectively,
Distributed Bag-of-words (DV-DBOW) and Distributed Memory
(DV-DM). They rely on a simple trick, that consists in considering
each document as a distinct new vocabulary entry, that occurs in
every window in the document. Thus, these models learn document
representations that are good at predicting the words they contain.

2.3 Node Representation Learning

Even though the distributional hypothesis originated in linguis-
tics, Perozzi et al. [14] show that sequences of nodes generated by
random walks and sentences share some statistical properties. In
particular, they show that the frequency at which nodes appear
in short random walks follows a power-law distribution, like the
frequency of words in language. Consequently, they propose to
learn node representations under the distributional hypothesis. The
proposed model, DeepWalk, consists in learning the representations
based on the Skip-Gram model with the hierarchical softmax ap-
proximation, from a corpus of node sequences — deemed equivalent
to sentences — generated by truncated random walks.

LINE [17] refines the objective optimized by DeepWalk, trying to
preserve both the first and second order proximities in the embed-
ding space. The representations are learned based on the Skip-Gram
model with negative sampling rather than the hierarchical softmax
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approximation, using a specific stochastic gradient descent algo-
rithm for weighted networks, that samples the edges according to
their weights.

Node2vec [4] performs biased random walks, in order to better
balance the exploration-exploitation trade-off, arguing that the
added flexibility in exploring neighborhoods helps learning richer
representations. The representations are also learned based on the
Skip-Gram model with negative sampling.

2.4 Bilingual Translation

Mikolov et al. [12] first propose to learn a linear transformation
from the embedding space of a source language into the embedding
space of a target language. They suggest to estimate a projection
matrix from pre-trained vectors and a bilingual dictionary. To this
end they formulate a least square problem based on the Euclidean
distance between aligned vectors, which they solve with the regular
stochastic gradient descent algorithm.

Even though this approach yields encouraging results, Xing et
al. [18] argue that the problem is ill-posed, since the similarity be-
tween representations is usually measured in terms of the cosine
similarity, rather than the Euclidean distance. They show how to
learn unitary word embeddings and formulate a maximization prob-
lem in terms of the dot product between some source vectors and
projected target vectors. They also require the projection matrix
to be orthogonal, so that the projected vectors remain unitary in
order to preserve the equivalence between the dot product and
the cosine similarity. Eventually, they devise a gradient descent
based algorithm to learn the projection matrix. Yet, their approach
is computationally expensive, because it requires to orthogonalize
the projection matrix after each update, by computing its singular
value decomposition.

Smith et al. [6] show that finding the projection matrix that solves
the problem stated by Xing et al. is actually equivalent to solving
a least square problem based on the Euclidean distance, when the
vectors are unitary and the projection matrix is orthogonal. Fur-
thermore, they link this problem with the orthogonal Procrustes
problem, which admits an analytical solution. The projection matrix
is obtained from the singular value decomposition of the similarity
matrix between the aligned source and target vectors.

3 PROPOSED METHOD

In this section, we describe our proposal, which consists in adapting
techniques devised for bilingual translation to learn a projection
from the content representations (pre-trained with, e.g. Doc2Vec)
to the node representations (pre-trained with, e.g. DeepWalk), and
vice versa.

Consider a corpus of documents organized in a network, so
that the content of some documents is missing and the links of
some other documents are unobserved. We assume a set of pre-
trained node representations A = {a; € Rk} and a set of document
representations B = {b; € RX}. Our goal is to estimate the missing
node representations in A, from the content representations in B ;
conversely, estimate the missing content representations in B, from
the node representations in A.

We posit that the topology of the network and the content of the
documents correlate. Thus, we aim at finding a projection matrix
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W € RFXK that maps content representations to node representa-
tions, and node representations to content representations. More
particularly, given a document i, we want W to maximize the cosine
of the angle 0, 5,1 between a; and b;W. That is to say, we want
to find a linear transformation so that the vectors a; and b; W point
in the same direction. More formally, based on a set of pairs of node
representations and document representations, S, we want to find
a matrix W so that:

max > cos(0a, ) (1)
ieS
In the rest of this section, we describe how to construct S and then
detail how to learn the projection matrix W.

3.1 Dictionary construction

Rather than learning the projection from all the available pairs of
node representations and content representations, we suggest to
restrain to a specific subset. The aim in doing so is (i) favor the
learning of a good projection and (ii) limit the computational cost.

Bojanowski et al. [1] note that Skip-Gram, the model behind
most network embedding algorithms, struggles to learn good repre-
sentations for rare words. This also holds for network embedding
algorithms, since Perrozi et al. [14] show that the frequency at
which nodes occur in short random walks and the frequency of
words in language follow a similar law. Hence, we propose to avoid
rare nodes and to construct the dictionary only from the m nodes
that occur the most in short random walks on the network. For-
mally, with f; the frequency of node i, we construct the set S of
cardinality m that maximizes };cg fi.

3.2 Projection Learning

Following [18], we rewrite formula 1 in terms of the dot product,
and thus require the node and content representation to be unitary
vectors and constrain W to be orthogonal:

mﬁxz a; - biW, subject to WTW = 1. (2)

ieS

Yet, rather than learning the representations again as Xing et al.
suggest, we simply row-normalize A and B. Then, thanks to the
proportional relationship between the opposite of the dot product
and the squared Euclidean distance highlighted in [6], because
llai = b;WI|I1% = |la;l|? + ||b:]|® - 2(a; - b;W), we transform the
problem into a minimization one:

minZ [la; — b;W||?, subject to WTW = I. 3)
w4
ieS

This is a classic linear algebra problem, which solution is given in
[15]. It consists in calculating the singular value decomposition
of the matrix M = A{Bs, with As € R™k and Bg € R™M¥k
the aligned node and content representations according to the
dictionary S. With M = USVT, the matrix W is defined as:

w=Uv". 4

We estimate the node representation of an isolated node by calcu-
lating a = bW. Similarly, we estimate the content representation of
a document whose content is missing by calculating b = aW .
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Table 1: Network properties.

Name # of documents # of links

Cora 2,211 5,001
HepTh 1,038 1,974

4 EXPERIMENTS

In this section, we evaluate our proposal on two networks of docu-
ments. First, we focus on missing links and show that estimating
the node representations from the content representations allows
to better reconstruct the neighborhood of nodes whose links are
unobserved. Second, we focus on missing content and show that
estimating the content representations from node representations
allows to retrieve a significant fraction of the similar documents.

4.1 Experimental setup

4.1.1 Data. We consider two well known networks of scientific
articles, Cora [10] and HepTh [8], whose properties are summed up
in Table 1. No content nor citation links are missing. These datasets
available online!.

4.1.2  Node and Content Representations. We experiment with Deep-
Walk [14] to learn the node representations, with the following

configuration: 80 random walks length 80 from each node, and a

co-occurrence window of size 10. Regarding content representation,

we experiment with the Distributed Memory (DV-DM) variant of
Doc2Vec [7] with a window of size 10. Here after, we report the

results for representations of size 500.

4.1.3  Projection Learning. We learn the projection matrix via the
exact singular value decomposition, based on a dictionary of size
1400 for Cora, and a dictionary of size 550 for HepTh.

4.1.4  Similarity Metric. We measure the similarity between vector
representations in terms of cosine similarity [11].

4.2 Missing Links: Neighborhood
Reconstruction

We begin by assessing the quality of the estimated node represen-
tations. The evaluation task consists in reconstructing the neigh-
borhood of a document whose links are unobserved. We adopt a
leave-one-out strategy and proceed in the following manner. First,
we learn all the content representations from the entire corpus.
Then, for each document i, we do the following:

(1) Hide all the incoming and outgoing links of document i;

(2) Learn the node representations on this sub-network;

(3) Learn the projection matrix on this sub-network;

(4) Measure the similarity between the estimated node repre-
sentation @; = b;W and all the other node representations
{aj};

(5) Order the documents accordingly and measure the precision
at n, P@n w.r.t. the true links.

!Get the data: https://github.com/thunlp/CANE/tree/master/datasets/cora, https://
github.com/thunlp/CANE/tree/master/datasets/HepTh
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Table 2: Precision gain in link prediction.

P@5 P@10 P@20 P@50

2*Cora cos(@bi’bj) +4.4% +23.4%  +20.1%  +20.0%
Randomygy +681.4% +475.9% +166.1% +51.9%

2*Hepth cos(Hbi,bj) +69.2%  +42.9% +5.9% +2.6%
Randomgyy +516.6% +375.1% +350.4% +175.6%

We report the relative gain in average precision in Table 2, w.r.t.
two baselines:

° 005(9b,-,b,-)3 Documents ordered according to the similarity
between the content representations;

e Randomyg: Documents ordered randomly, picked among
the 200 documents with the highest degrees.

It reveals that the estimated node representations, obtained via the
linear transformation of the content representations always lead to
a better precision in predicting the neighborhood of a document.

4.3 Missing Content: Similar Document
Retrieval

We now switch our attention to missing content. We assess the
quality of the estimated content representations following a sim-
ilar leave-one-out methodology. We learn all the the content rep-
resentations and define the true sets of similar document S; =
{l C05(9b,-,bj) > 0.2}. The evaluation task consists in reconstruct-
ing the set of similar documents for a document whose content
is unknown. We proceed as follows. First, we learn all the node
representations from the whole network. Then, for each document
i, we do the following:

) Hide document i from the corpus;
2) Retrain the content representations on this sub-corpus;
) Learn the projection matrix on this sub-corpus;

) Measure the similarity between the estimated content rep-
resentation l;i = ;W7 and all the content representations
{bj}

(5) Measure the accuracy by comparing the true set of similar
documents S; and the estimated set of similar documents
Si = {j| cos(@,;i’bj) > 0.2}.

We report the average precision following this procedure in the first
row of Table 3. The second row shows the average precision based
on the node representations, where Si = {jl c0s(0q;,a;) > 0.2}. Tt
reveals that estimating the missing content representation from
the corresponding node representation doubles the accuracy in
document retrieval, in comparison with the accuracy obtained by
measuring the similarity based on the node representations. In
particular, we are able to recover, on average, two-thirds of the
similar documents in the Hepth corpus.

5 CONCLUSION

In this paper, we described a way to efficiently learn a linear func-
tion to map pre-trained node and content representations learned
from a network of documents. In presence of missing links and

J. Dupuy

Table 3: Average accuracy in similar document retrieval.

Cora Hepth
Si={jlcos(6; ,)>02} 036 0.65
N i,0j
Si = {jlcos(0a;.q;) > 0.2} 013 030

missing content, this method helps in reconstructing the neighbor-
hood of isolated documents and also helps in recovering documents
that are similar to a document whose content is unknown. In fu-
ture work, we would like to investigate how to learn a non-linear
transformation to refine the mapping between the two spaces.
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96 CHAPITRE 3. GESTION DE CONTENUS OU DE LIENS MANQUANTS

3.4 Perspective d’implémentation pour ’entreprise

Au cours de ce chapitre nous avons proposé 'application d’une méthode de traduction a
une tache de mise en relation de plongements de documents vers des plongements de sommets
de réseaux de documents associés. Un cas d’usage peut étre identifié afin d’implémenter cette
méthode dans le cadre di2Kn.

Celui-ci vise a proposer de meilleures recommandations pour de nouveaux documents.
Les expériences menées montrent en effet un gain en terme de prédiction de liens lors de
I'utilisation d’une matrice de passage optimale entre les représentations des contenus et celle
des sommets du réseau. En estimant la représentation d’un nouveau document a partir de
son contenu au moyen de Doc2Vec, on utilisera la projection de cette représentation dans
I’espace des représentations des sommets pour déterminer les documents les plus proches.
De plus, puisque les méthodes d’apprentissage de sommets considérés sont agnostiques au
type de contenus (eg. DeepWalk ou Node2Vec), il est envisageable de rapprocher un nouveau

contenu textuel d’un éventuel contenu de nature différente, comme un contributeur, ou un

fichier.
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FIGURE 3.1 — Illustration d’une base de connaissance

La mise en place d’un tel systéme peut alors étre utilisé lors de recommandations intra-
base de connaissances. Il est nécessaire d’apprendre une matrice W permettant le passage
entre les deux espaces de représentation. Dans le cadre d’une base déja existante, on cherchera
I’ensemble des documents appartenant a la plus grande composante connexe du réseau afin

de construire le corpus servant a déterminer la matrice W.

3.5 Conclusion

Durant ce chapitre nous avons détaillé une méthode proposant I'application d’un mé-

canisme simple de traduction en TAL & la gestion de contenus manquant dans les réseaux
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de documents. L’hypothése est que la structure des réseaux de documents est corrélée aux
contenus textuels de ceux-ci. Les expériences menées tendent a montrer que I'emploi d'une
matrice de passage entre les espaces de représentation des contenus et du réseau permet a la
fois de mieux reconstruire le voisinage d’'un nouveau document dont seul le contenu est ac-
cessible, ainsi que de mieux déterminer les documents aux contenus similaires lorsque la seule
information disponible se trouve étre les documents liés (par exemple, un article derriére un
péage de lecture numérique, dont on ne peut accéder qu’aux citations). Cette méthode pourra
trouver sa place dans I'architecture logicielle d’une base de connaissances pour améliorer la

recommandation de documents liés lors de la consultation de nouveaux contenus.






Chapitre 4

Modélisation contextuelle de liens dans

des réseaux de documents

Comme exposé en introduction, les hyperliens dans les bases de connaissances sont presque
toujours générés soit a la main, comme c’est le cas dans Wikipedia par exemple, soit au moyen
d’heuristiques simples, comme 1'utilisation d’algorithmes de recherche de sous-chaine entre
le contenu d'un document et les titres des tous les autres. Cette derniére méthode, bien
que semblant relativement automatique de prime abord cache trés souvent un travail des
contributeurs afin de faire explicitement apparaitre les termes exactes du titre, ou créer un

alias aux titres afin que ceux-ci puissent se retrouver lors de paraphrases.

99



100 CHAPITRE 4. MODELISATION DES ANCRES

4.1 Problématique

Fort de ce constat, il serait alors intéressant de proposer une méthode permettant de
positionner correctement un hyperlien (une ancre et un lien vers un autre document) au sein
d’un document. Localiser automatiquement ces ancres peut alors étre utilisé de plusieurs
fagons. Les liens peuvent étre soit générés a la volée lors de 'affichage d’une page par un
lecteur, soit étre proposés lors de la phase d’édition d'une page. La premiére forme ne nécessite
pas de supervision de la part du contributeur, mais ouvre la voie & l'incursion d’erreurs
au niveaux des hyperliens entre les pages. La seconde option demande elle une certaine
supervision venant du contributeur, lui demandant de valider manuellement les suggestions
du modéle.

On propose donc une méthode permettant de déterminer les mots, ou groupes de mots,
pouvant étre a l'origine d'un hyperlien entre un document source et un document cible :
Contextual Relational Topic Model. Ces travaux reposent sur le cadre de la modélisation
thématiques, cadre ayant émergé suite a des travaux comme pLSA et LDA, tous deux décrits
a la Section 2.1.1. Plus précisément, afin de prendre en compte 'organisation en réseaux des
documents, ces travaux reposent sur Relational Topic Model [CHANG et al., 2009], détaillé &
la Section 2.3.1.

Les deux articles suivant développent ce modéle. La premiére, Section 4.2, propose une
premiére version de Contextual Relational Topic Model, qui s’attarde sur les différentes facons
envisagées pour agréger le contexte d’apparition d’une ancre. La seconde, Section 4.3, propose

une formulation alternative de CRTM, y appliquant certaines améliorations.

4.2 Contribution 1
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Résumé. Les longs parcours de bases de connaissance ou de grands cor-
pus de documents en réscau peuvent parfois perdre le lecteur et lui faire
manquer certains liens entre les documents qu’il consulte. Nous propo-
sons ici un cadre de modélisation thématique pour les réseaux de docu-
ments, Contextual-RTM, qui généralise Relational Topic Model (RTM).
Alors que RTM est agnostique a la position des liens dans les docu-
ments, Contextual-RTM les prend en compte, permettant une meilleure
contextualisation. Nous définissons le contexte comme une fenétre de taille
ajustable centrée autour du lien et proposons 3 méthodes d’agrégation
du contexte : uniforme, positionnelle et sémantique. Contextual-RTM se
montre compétitif sur des taches d’identification de mots a 'origine de
liens entre documents. Nous intégrons ces méthodes dans un systeme
d’aide & la lecture capable d’inférer localement des liens latents entre do-
cuments. Ainsi le lecteur garde une trace de ses précédentes lectures, et
s’en voit recommandé de nouvelles.

1 Introduction

Nous nous intéressons a la prédiction de liens entre documents, avec comme objectif
la mise au point d’un systéme de recommandation et d’aide & la lecture. Nous nous
attachons plus particulicrement aux réscaux de documents ou les liens entre les pages
sont localisés dans le texte. C’est le cas par exemple des liens hypertextes dans les
pages Wikipédia. C’est également le cas des citations dans les articles scientifiques.

Nous portons une attention particuliere a la localisation des liens dans le texte, et
aux mots qui les entourent (quc nous appelons leur contcxte) car nous pensons que
cette information est porteuse de sens et permet de micux expliquer 'existence d’un
lien entre deux documents. Par exemple les liens qui se trouvent dans l'introduction
d’un article scientifique sont généralement vers d’autres articles relativement généraux,
ceux dans le corps de l'article plus spécialisés sur une tache similaire a celle qui est
traitée dans I'article, et ceux en conclusion vers des taches spécifiques mais différentes.

Tandis que les systeme existants recommandent un ensemble de documents a lire,
étant donné le dernier document consulté, nous souhaitons mettre au point un systeme
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guidant encore plus la lecture. Notre objectif est de positionner directement les recom-
mandations a l'intéricur du document en cours de lecture. Un tel systeme ne peut-étre
mis en ceuvre sur la base des méthodes de prédiction de liens existantes, qui modélisent
un lien entre un document A et un document B.

Par conséquent, nous proposons dans cet article une nouvelle méthode de prédiction
de lien, modélisant les liens entre une portion du document A (un mot ou groupe de
quelques mots) et un document B. Celle-ci repose sur une généralisation d'un modele
thématique probabiliste : Relational Topic Model Chang et Blei (2009).

RTM modélise les liens par une fonction de score, dont le résultat est d’autant plus
grand que les proportions de thématiques des deux documents liés sont plus similaires.
Cependant RTM ne prend pas en compte le contexte d’apparition des liens car le score
de lien est fonction de tous les mots de chacun des deux documents. Nous proposons
avec CRTM trois variantes de cette fonction score de lien, qui différent selon I'impor-
tance qui est donnée aux mots du contexte. Ces trois variantes (uniforme, positionnelle
et sémantique) nous semblent couvrir les approches les plus générales permettant de
prendre en compte le contexte d’apparition des liens. D’autres méthodes plus spéci-
fiques peuvent bien entendu étre envisagées.

Nous montrons d’abord que CRTM surpasse RTM sur une tache de prédiction des
mots a lorigine des liens, tant en terme de précision @k qu’en terme d’aire sous la
courbe ROC. Pour ces évaluations RTM est entrainé avec la fonction de lien origi-
nale. Nous substituons celle-ci a une fonction de lien de CRTM lors de la prédiction,
car la fonction de lien originale ne permet pas de répondre a la tdche évaluée. Nous
montrons ainsi que la prise en compte du contexte lors de I'entrainement des modeles
donne de meilleurs résultats que son exploitation uniquement lors de la prédiction.
Nous illustrons ensuite sur des exemples comment elle permet de mieux positionner les
documents recommandés, en les associant a des termes pertinents dans les documents
en cours de lecture.

2 Etat de l’art

Les corpus de documents sont étudiés depuis longtemps. En particulier, beaucoup
d’attention a ¢té donnée a la représentations de ces documents, soit par des méthodes
probabilistes, par exemple pour inférer une structure thématique latente comme dans
Latent Dirichlet Allocation (LDA) de Blei et al. (2003), soit par des méthodes visant
a apprendre des représentations denses en faible dimension comme Doc2Vec de Le et
Mikolov (2014).

Tres souvent ces corpus ne sont pas une simple collection de textes et s’averent étre
structurés en réscaux. On pense notamment & la littérature scientifique, les contenus
encyclopédiques comme Wikipedia, les bases de connaissances ou plus généralement le
Web. De nombreuses méthodes s’appuient sur cette information supplémentaire pour
déterminer de meilleures représentations. Certaines méthodes se basent sur des modeles
probabilistes pour représenter les thématiques latentes, comme NetPLSA (Zhang et al.,
2016) ou RTM (Chang ct Blei, 2009) et d’autres sur des méthodes d’apprentissage de
plongements de document comme TADW (Yang et al., 2015), CANE (Tu et al., 2017)
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GVNR (Brochier et al., 2019), RLE (Gourru et al., 2020) ou IDNE (Brochier et al.,
2020).

Nous retenons 'approche fondée sur la modélisation de thématiques car elle fournit
un cadre formel pour apprendre les représentations des documents et autorise une prise
en compte simple du contexte. Pour toute ces raisons nous nous basons sur Relational
Topic Model. Puisque RTM se base sur LDA, nous commencons par détailler ce dernier
avant de présenter RTM.

2.1 LDA

Latent Dirichlet Allocation (Blei et al., 2003) est un modele génératif probabiliste.
En supposant qu'un document répond d’un mélange d’un petit nombre K de théma-
tiques, il vise & en attribuer une a chaque mots observés.

Modele : Soit un corpus de documents, dont chaque document d €[1, D] comporte
N4 mots appartenant a un vocabulaire fixe V. Soit w tous les mots observés de touts
les documents, on note wq,, € V' la valeur prise par le n-iéme mot du document d. On
considére plusieurs variable latentes pour expliquer w : z et 8, avec z4, € {1,--- , K}
I'affectation thématique de wgq,, ct 04 le mélange de thématiques du document d. On
introduit enfin @ € RE et 8 € REXV | respectivement le parameétre de la distribution des
thématiques des documents et I’a priori sur la distribution des mots par thématiques.

Processus génératif et estimation : Pour chaque document d on tire le mélange
de K thématiques 64 selon une distribution de Dirichlet de parameétre o. Ensuite, pour
chaque mot wq,, de d on tire sa thématique latente zg, a partir d'une distribution
multinomiale de parametre 64. Enfin on tire wq,, selon une distribution multinomiale
de parametre ., . L'estimation des parametres se fait en trouvant le maximum de
vraisemblance. La vraisemblance étant impossible a calculer en pratique on utilise un
algorithme Variational EM (Jordan et al., 1999) afin d’optimiser la ELBO (Bishop,
2006) alternativement vis & vis des paramétres variationnels et des parameétres du
modcle.

2.2 RTM

Comme dit précédemment, Relational Topic Model (Chang et Blei, 2009) étend
LDA en y incorporant une information sur les liens entre les documents.

Soit y la variable aléatoire binaire, indiquant ’observation ou non d’un lien entre
deux document. On définit la fonction ¥ comme étant une fonction de score de lien :

Ye(y =1) = exp (nT (ZgoZg ) + 1/) (1)

ou zy = Nid > . Zdn représente la répartition des thématiques latentes du document
d, et v et n des parameétres.

On remarque que le produit de Hadamard z4 o zg amplifie les thématiques com-
munes ct tend a gommer les thématiques distinctes entre les deux documents. De plus,
de part la nature linéaire de ces fonctions de score, on constate que le parameétre 7,
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F1a. 1 : Modele graphique de Relational Topic Model (LDA entouré en pointillés)

qui est un vecteur de taille K, ne permet pas de modéliser un éventuel lien entre deux
thématiques différentes. On peut donc raisonnablement penser qu’il permet principa-
lement d’amoindrir 'importance de certaines thématiques ne présentant pas d’intéréts
pour la modélisation des liens. L’estimation des parametres 3, n et v s’effectue de la
méme fagon que pour LDA. A noter également que les auteurs ne prennent en compte
que les cas ot y = 1, considérant qu’'un lien non observé n’induit pas qu’il n’existe pas.
Le processus génératif de RTM est résumé dans I’Algorithme 1 et la figure 1.

pour tous document d de D faire
tirer la proportion de thématiques de d : 04|ac ~ Dirichlet («)
pour tous mot wq,, de d faire
tirer lassignation thématique : zq,|0q ~ Multinomiale (64)
L tirer le mot : wq n|24,n ~ Multinomiale (520[,”)

pour tous paire de documents (d,d’') faire
| tirer Vindicateur de lien : yqn |24, 2ar ~ 9 (-|24, Zar)

Algorithme 1 : Processus génératif de RTM

3 Généralisation de RTM : Contextual-RTM

Contextual-RTM généralise RTM, en proposant maintenant de prendre en compte
la localisation et le contexte d’apparition d’un lien au sein du texte, permettant ainsi
des usages différents et pouvant étre adapté a des corpus de natures variées.

La ot RTM suppose qu’un lien entre deux documents d et d’ est marqué par la
similitude de zg et Zg, nous modifions la manicre de calculer zg afin de prendre en
compte les thématiques des mots du contexte d’apparition des liens. Nous proposons
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ici 3 variations de la fonction de lien présentée a 'Equation (1), permettant de prendre
en compte ce contexte, de fagon uniforme, positionnelle ou sémantique. Nous choisissons
d’utiliser la version exponentielle de la fonction de lien car selon Chang et Blei (2009)
c’est celle qui donne de meilleurs résultats lors de leurs évaluations.

3.1 Approche Uniforme

On peut considérer qu'un lien est déterminé a égale importance par tous les mots de
son contexte immédiat, et les thématiques qui s’y rapportent. Ainsi dans 'Equation 2,
nous remplagons la moyenne z, des assignations des thématiques dans I’'ensemble du
document de I’Equation 1 par celle des mots contenus dans une fenétre de taille [ autour
du lien :

Gunily = 1) =exp (0" (2 070 ) +v) | (2)
avec
w 1 n+l
Zd,n = —21 T 1 4212’,171'.
=n—

Une fenétre couvrant tout le document permettra de retrouver 'expression de RTM,
et une fenétre de taille nulle ne prendra en compte que le mot a l'origine du lien. On
peut également ajuster la taille de cette fenétre pour la faire coincider avec une phrase
ou un paragraphe.

3.2 Approche positionnelle

On peut également supposer que les mots influencent d’autant plus ’apparition
d’un lien qu’ils en sont plus proches dans le texte. Pour modéliser cela nous proposons
de lisser les assignations thématiques des mots présents dans une fenétre de taille [
au moyen d’une pondération de type gaussienne, centrée sur lorigine du lien, comme
présenté dans 'Equation 3 :

Ypos(y = 1) = exp (ﬁT (Z((iz,?l © Zd’) + V) s (3)
avec :
o _ LN asey
) Ci(izny?
Zd,n*21+1}zl€ : Zdi»
i=n—

ou o est I'écart-type choisi.

3.3 Approche sémantique

La derniere approche suppose que tous les mots ne sont pas pertinents pour induire
un lien, et que seuls les plus proches sémantiquement ont une véritable influence. Cette
approche requiert d’incorporer dans notre modele de la connaissance externe sur cette
proximité sémantique, ce que nous proposons de faire en utilisant des plongements de
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mots pré-appris. Nous utilisons dans I'équation 4 le Scaled-Dot Product décrit dans Vas-
wani et al. (2017), variante normalisée de Dot-Product Attention des mémes auteurs
permettant que le softmax ne prenne des valeurs trop extrémes, pour donner plus de
poids aux thématiques latentes des mots qui sont les plus proches sémantiquement de
ceux a l'origine du lien. On gommera ainsi facilement les mots vides ou non lexicaux
présents dans la phrase tout en renforcant I'importance des mots similaires :

Ysem(y = 1) = exp (nT (i&si o id/) + I/) , (4)

avec : .,
7% — softmax <Cn'El ) Zdil
dn — - s
o vdim
ou :

— en est la représentation du mot & la source du lien,

— FEj est la matrice des représentations de tous les mots de la fenétre,

— dim est la dimension de 'espace de représentation des mots,

— 2z est la matrice des assignations de thématique de tous les mots de la fenétre.
Cette méthode permet tout autant d’utiliser des plongement de mots entrainés sur les
données étudicées que des versions pré-entrainées sur un autre corpus.

4 Expériences

Nous ¢évaluons l'intérét de la contextualisation des liens en comparant Contextual-
RTM a RTM sur leur capacité a retrouver les mots a l'origine d’'un lien entre deux
documents. Dans un premier temps nous présentons les corpus utilisés et comment ils
ont été construits, puis les taches et les métriques utilisées. Enfin nous commenterons
les résultats quantitatifs et qualitatifs de CRTM par rapport & RTM.

4.1 Corpus

Les modcles sont évalués sur des jeux de données constitués des paragraphes in-
troductifs d’articles Wikipedia appartenant a diverses catégories. En effet les corpus
habituellement utilisés en prédiction de liens ne donnent pas la localisation des liens
dans le texte. Ces corpus sont soit vectorisés (i.c. sac de mots) soit pré-traités (sans
marquage des liens dans le texte).

Ils sont construits en parcourant récursivement la chaine de citations en partant de
la page principale d’'une catégorie Wikipedia. A chaque itération on ajoute les docu-
ments non encore vus, jusqu'a ce que la profondeur désirée soit atteinte.

Deux raisons nous ont poussé a utiliser les paragraphes introductifs de Wikipedia.
Premierement ils sont relativement complets et comportent déja un nombre important
de liens, les rendant comparable a une fiche de base de connaissance en entreprise.
Ensuite le format Wikitext, dérivé de Markdown, permet un pré-traitement simple des
documents, en particulier la représentation des liens. Un lien dans une page Wikipedia
prendra la forme suivante : [[United_Kingdom|UK]]. On retrouve a gauche de la barre
verticale le titre de la page vers lequel pointe le lien, et a droite le mots qui portera
Ihyperlien.
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Le tableau 1 résume les propriétés de jeux de données utilisés dans nos évaluations.
Celles-ci se feront en deux langues : Frangais et Anglais.

Catégories Physics | Arts Society | Physique | Société
Langue Anglais | Anglais | Anglais | Frangais | Francais
Nb de pages 12769 15007 16716 8281 14770
Nb de liens 119671 | 97774 108275 | 53738 88643
Nb moyen de mots 149 153 146 149 151

Nb moyen de phrases | 7.84 7.74 7.70 4.71 4.65
Connectivité moyenne | 9.37 6.52 6.47 6.49 6.00

TAB. 1 : Description des jeux de données.

4.2 Taches et métriques d’évaluation

Nous ¢évaluons RTM et CRTM sur deux taches : leur capacité a retrouver le mot a
Porigine d'un lien donné entre deux documents en le placant parmi les mots les plus
probables, et une évaluation qualitative pour juger de la cohérence des mots suggérés.
Pour chaque corpus, nous cachons certains liens avant ’entrainement des modeéles.

Précision a K et courbe ROC : Pour tous les liens retirés avant ’entrainement des
modeles on cherche a prédire quels mots en sont a l'origine et dans quelle proportion ils
apparaissent dans le top-K des mots les plus probables. Nous présentons pour chaque
corpus ¢t chaque modele la moyenne des précisions a K pour tous les liens cachés ainsi
que l'aire sous la courbe ROC.

Evaluation qualitative : Nous cherchons ici & montrer la capacité de Contextual-
RTM a proposer un ensemble de mots cohérent liants des pages et mettant en lumicre
des liens non triviaux pouvant échapper au lecteur. Nous proposons pour cela de com-
parer pour deux documents les mots suggérés par RTM et Contextual-RTM les liants
a un troisicme.

4.3 Meéthodes

Pour la premicere évaluation nous retirons aléatoirement 2000 liens de chaque corpus.
Nous comparons RTM aux quatre variantes de Contextual-RTM que nous proposons :
— RTM : entrainé comme décrit par Chang et Blei (2009), c’est & dire avec pour
fonction de lien W, (cf. Eq 1). Il est impossible avec cette fonction de lien de
mesurer la probabilité que les mots soient & 'origine des liens (tous les mots d’un
document ont la méme probabilité d’étre & Porigine du lien). En conséquence,
lors de I’évaluation, nous substituons 1. par les fonctions de lien des variantes
de CRTM que nous proposons.
— Variantes de CRTM :
— CRTM-Uni-0 : une variante uniforme ou le contexte se limite aux mots a
Porigine du lien (taille de fenétre nulle).
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— CRTM-Uni-S : une variante uniforme ou le contexte correspond & tous les
mots de la phrase.
— CRTM-Pos-S : une variante positionnelle ot le contexte correspond a tous
les mots de la phrase.
— CRTM-Sem-S : une variante sémantique ou le contexte corresponds a tous
les mots de la phrase. Les représentations des mots utilisés ont été obtenues
a partir de Skip-gram avec échantillonage négatif (Mikolov et al., 2013)
entrainé sur les corpus ¢tudiés, avec une fenétre de 10 mots.
Tous les modeles sont entrainés avec 50 thématiques, qui conduit aux meilleurs
résultats pour RTM et Contextuel-RTM.
Nous fixons I'hyperparametre a a 5.0 pour tous les modeles (identique a la va-
leur choisie par Chang et Blei (2009) dans leurs évaluations), celui-ci ayant donné les
meilleurs résultats individuellement pour chacun d’entre eux.

4.4 Résultats
4.4.1 Quantitatif

Nous étudions ici la précision moyenne a K pour différents corpus, reportée dans
la Table 2. Nous présentons pour RTM le meilleur (RTM+) et le pire (RTM-) résultat
obtenus avec les différentes fonctions de score utilisées. On constate que la prise en
compte du contexte lors de I'entrainement des modeles offre de meilleures performances
que RTM lorsqu’il s’agit de retrouver le mot a l'origine d’un lien dans les 10 mots jugés
les plus probables. On note également que la version de Contextual-RTM uniforme au
niveau de la phrase donne de meilleurs résultats en précision a 10 sur trois des cing
réseaux étudiés et la variante sémantique au niveau de la phrase (CRTM-Sem-S) sur
deux, tout cn étant la scule & sc placer toujours devant RTM+. A noter que quelque
soit le corpus, RTM obtient de meilleurs résultats en utilisant la fonction de lien t,.,;
avec une fenétre de 0.

RTM CRTM
- + Uni-0 | Uni-S | Pos-S | Sem-S
Physics || 0.738 | 0.813 | 0.840 | 0.842 | 0.724 | 0.829
Arts 0.782 | 0.819 | 0.815 | 0.833 | 0.830 0.833
Society 0.787 | 0.818 | 0.858 0.862 0.844 0.822
Physique || 0.796 | 0.820 | 0.833 0.826 0.837 0.844
Société 0.781 | 0.820 | 0.833 | 0.817 0.808 0.830

Corpus

TAB. 2 : Précision moyenne sur les 10 mots les plus probables inférés par les modcles
(en gras le meilleur résultat par corpus et souligné les résultats supéricurs & RTM).

Ne pouvant pas reporter les résultats pour toutes les valeurs de K dans cet article
nous présentons a la Figure 2 (a) I’évolution de la précision moyenne de CRTM-Uni-S
et RTM+, qui utilise pour 1’évaluation la fonction de lien t,,; avec une fenétre de 0.
On remarque que les modeles arrivent tous les deux a retrouver la tres grande majorité
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de ces mots bien avant que le cinquantiéme mots soit atteint. Contextual-RTM semble
néanmoins retrouver ces liens plus rapidement.

1
= =
Z 08 A
81 J
g Re) I’
S a /
g & 0.6 /
9 g g
5 04
—— CRTM-Uni-S = —— CRTM-Uni-0
0.4 ---  RTM+ ---  RTM+
0.2
0 20 20 0 02 04 06 08 1
K Taux de faux positifs

(a) Précision a K (b) Courbe ROC

FIG. 2 : (a) : Evolution des précisions moyennes a K en fonction de K entre CRTM-
Uni-S et RTM sur le corpus Société. (b) : Courbes ROC moyennées entre CRTM-Uni-0
et RTM sur le corpus Society.

On présente dans le tableau 3 les aires sous la courbe ROC moyennée de chaque
modeles pour les jeux de données étudiés, et a la Figure 2 (b), a titre d’exemple, les
courbes ROC moyennes de RTM+ et CRTM-Uni-S.

CRTM
Corpus || RTM+ Uni-0 | Uni-S | Pos-S | Sem-S
Physics 0.865 0.874 | 0.868 0.862 0.873
Arts 0.829 0.829 0.826 0.830 | 0.832
Society 0.802 0.820 | 0.811 0.812 0.817
Physique 0.832 0.852 | 0.844 0.842 0.850
Société 0.811 0.814 0.812 0.812 0.822

TAB. 3 : Aires sous les courbe ROC (en gras le meilleur résultat et souligné les résultats
supéricurs & RTM).

On remarque que la prise en compte du contexte d’apparition des liens améliore
systématiquement les performances sur la tache. La version ne prenant en compte que
les mots a l'origine des liens donne les meilleurs résultats sur trois des cing corpus
étudiés, et la version sémantique utilisant le produit scalaire normalisé sur les deux
autres, tout en se placant seconde le reste du temps.
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4.4.2 Influence de la taille de la fenétre

Puisque Contextual-RTM comprend le contexte comme étant une fenétre de I mots
de part et d’autre du mot a l'origine d’un lien, nous étudions I’évolution de la précision
a 10 pour les trois variantes de CRTM suivant neuf tailles de fenétre, allant de zéro a
Iintégralité du contenu d'un document. La Figure 3 présente 1’évolution de la précision
a 10 moyennée pour toutes les variantes de CRTM pour tous les corpus anglophones
en fonction de la taille de la fenétre. On remarque que les petites tailles de fenétres
tendent a donner de meilleurs résultats contrairement a un contexte de plus de 100
mots ou équivalent a un document entier. De plus on note que les meilleurs précision
moyenne proviennent d’un contexte inférieur ou égale & une vingtaine de mots (une
fenétre de 10), ce qui correspond environ au nombre moyen de mots dans une phrase
des corpus.

S 0.83
o]
]
S
g 0.82
—
(oW
0.81 | | ]
10° 10! 102

Taille de la fenétre

Fig. 3 : Précision a 10 moyennée pour tous les corpus anglophones pour les trois
variantes de CRTM en fonction de la taille de la fenétre (de 0, & 100 mots)

4.4.3 Qualitatif

Au dela de I’évaluation permettant de juger de la performance de ces modcles a
retrouver l'origine d’un lien, nous désirons également juger de la cohérence des autres
mots suggérés par les modeles.

Pour illustrer cela nous présentons a la Table 4 un exemple de parcours de pages
Wikipedia. Le premier document est le paragraphe d’introduction du philosophe et ma-
thématicien britannique Bertrand Russel. Le deuxi¢me est celui du philosophe francais
Jean-Paul Sartre et le troisieme celui de la page décrivant le concept de rationalité. Pour
chacun des deux derniers document nous inférons avec RTM (qui utilise la fonction de
lien )i avec une fenétre de 0, qui donne le meilleurs résultats) et CRTM-Sem-S, la
variante sémantique de CRTM au niveau des phrases, quels mots contribuent le plus
aux liens entre ces documents et le premier document.

Concernant I'introduction de la page de Sartre on remarque que les deux modéles
les identifient comme des philosophes ayant marqué la vie intellectuelle. Cependant
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notre modele met également en avant des liens plus ténus, comme des points de vues
politiques similaires (humanisme) ou encore le fait qu’ils se soient vus tout deux propo-
ser le prix Nobel de littérature, quand RTM propose des liens moins pertinents comme
prolifiqgue ou idées.

Dans le dernier document, parlant du concept de rationalité, on note une fois de
plus que les deux modeles mettent en valeur la philosophie et le rationalisme comme lien
entre les deux documents. RTM propose cependant d’autres termes moins pertinents
comme fonder quand notre modcle retrouve des termes liés a Russel comme science,
logique, ou Descartes.

Bertrand Arthur William Russell, né le 18 mai 1872 & Trellech (Monmouthshire,
pays de Galles), et mort le 2 février 1970 prés de Penrhyndeudraeth, au pays de
Galles, est un mathématicien, logicien, philosophe, épistémologue, homme politique
et moraliste britannique. [...]

N /
Jean-Paul Sartre Rationalité

CRTM-pos- S RTM CRTM-pos-S RTM

philosophe philosophe philosophie philosophie
intellectuelle Sartre rationalisme sociologie

existentialisme | intellectuelle Descartes humain
humanisme philosophique science rationalisme

littéraire prolifique logique fonder
Nobel idées connaissance économique

TAB. 4 : Mots proposés par CRTM-pos-S et RTM pour les pages wikipedia relatives &
J-P Sartre et a la Rationalité, apres lecture de celle sur Bertrand Russell.

5 Conclusion et perspectives

Nous avons présenté dans cet article Contextual-RTM, un cadre de modélisation
probabiliste de thématiques latentes pour les réseaux de documents, généralisant Rela-
tional Topic Model, et permettant de prendre en compte le contexte d’apparition des
liens de différentes fagons. Nous avons montré que les trois méthodes introduites étaient
compétitives dans une tache d’identification de mots a 'origine de liens. Nous avons
également montré que les mots suggérés avaient tendance a étre plus plausibles et cohé-
rents. Nous prévoyons dans nos travaux futurs d’étudier l'intérét d’adopter une forme
linéaire pour la fonction v afin de capturer des motifs thématiques plus complexes
susceptibles de micux expliquer les liens entre les documents.
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Summary

In the context of documents networks, we propose Contextual-RTM for documents
contents and links between documents, by generalizing the Relation Topic Model. The
originality of our approach is to model the location of a link into a document, i.e. taking
in account the context where a link to another document occurs. Contextual-RTM is
competitive with state of the art in retrieving link location on large networks of web
documents. Consequently Contextual-RTM could assist readers making connections
between documents.
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ABSTRACT

Networks of documents connected by hyperlinks, such as Wikipedia,
are ubiquitous. Hyperlinks are inserted by the authors to enrich the
text and facilitate the navigation through the network. However, au-
thors tend to insert only a fraction of the relevant hyperlinks, mainly
because this is a time consuming task. In this paper we address an
annotation, which we refer to as anchor prediction. Even though it is
conceptually close to link prediction or entity linking, it is a different
task that require developing a specific method to solve it. Given a
source document and a target document, this task consists in automat-
ically identifying anchors in the source document, i.e words or terms
that should carry a hyperlink pointing towards the target document.
We propose a contextualized relational topic model, CRTM, that
models directed links between documents as a function of the local
context of the anchor in the source document and the whole content
of the target document. The model can be used to predict anchors
in a source document, given the target document, without relying
on a dictionary of previously seen mention or title, nor any external
knowledge graph. Authors can benefit from CRTM, by letting it
automatically suggest hyperlinks, given a new document and the
set of target document to connect to. It can also benefit to readers,
by dynamically inserting hyperlinks between the documents they’re
reading. Experiments conducted on several Wikipedia corpora (in
English, Italian and German) highlight the practical usefulness of
anchor prediction and demonstrate the relevancy of our approach.
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1 INTRODUCTION

Wikipedia is an online and collaborative encyclopedia which is one
the most visited website of the world. This attractiveness leads to
the creation of nearly 600 new pages everyday in the English ver-
sion of the encyclopedia', and other languages tend to follow this
trend. In Wikipedia, articles are linked together through a network
of hyperlinks. Hyperlinks allow to enrich text and facilitate hori-
zontal reading, by giving access to additional information during
the reading. Formally, a hyperlink is a directed link, from a word
or term — which we refer to as anchor — in a source document to-
wards a target document. Because hyperlinks are manually inserted
by contributors, a time consuming task, they tend to insert few of
them, leaving relevant anchors unconnected. Thus, finding ways to
improve the connectivity between pages by automatically inserting
hyperlinks in the pages would facilitate the access to information
and knowledge. Finally, recommending anchors from a document to
another specified one allow contextual hyperlink generation, which
can be used by the reader to track terms relative to a specific concept
during its navigation though Wikipedia.

Problem definition. Given a source document and a target doc-
ument, we address the issue of automatically identifying potential
anchors in the source document, given a target document. We refer
to this task as Anchor Prediction. 1t is different from link prediction,
where the target document isn’t given, and where the locations of
the anchors don’t matter. It also differs from entity-linking where
targets aren’t documents but entries of an ontology. Finally anchor
prediction is close to an annotation task, but unlike the latter it aims
to identify words carrying hyperlinks between a pair of specifics
document, rather than looking for probables mentions of an entire
set of entities.

Use cases. Predicting anchors can be beneficial for both contrib-
utors and readers. Having wrote a new document (i.e. the source),
rather than directly inserting hyperlinks, a contributor could simply
specify a set of target documents, and let the system automatically lo-
cate the anchors and thus insert the hyperlinks. This set of document
could also be build with any recommendation method. During a read-
ing session, contextual hyperlinks could be automatically inserted
in the document being read (i.e. the source document), pointing
towards previously read documents (i.e. targets), thus helping the
users contextualizing their reading.

Related work. A lot of attention has been devoted to developing
means to infer latent links between documents [6, 8, 27, 42]. Prior
work on this issue views a link as a connection between two entire
documents, following the more general definition of link prediction
in simple networks [28]. In other words, most of existing methods

Uhttps://en.wikipedia.org/wiki/Wikipedia:Statistics
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— including the most recent ones [9, 21, 46], with the notable ex-
ception of [7] — ignore the locations of the links, i.e. anchors, in
the documents and cannot trivially be adapted to solve the anchor
prediction task. Yet, they provide grounds to develop new methods
suited to anchor prediction.

Other settings like automatic annotation of documents have been
also studied in the last decades. An annotation method aims to find
in a text the most relevant mentions of documents that belong to a
predefined corpus (Wikipedia for the large majority), and returns
pairs of anchors and linked documents. Those systems are build
upon a wide range of machine learning methods, including statis-
tical analysis of existing anchors [14, 34], topic modeling [20] or
deep learning [15, 26]. However those methods are mostly designed
to identify anchors pointing to another documents by relying on
dictionaries of previously seen mentions and documents title, or
knowledge graphs or onthologies.

Proposal. In this paper, we propose a new method based on a
contextualized relational topic model, which we refer to as CRTM.
‘We generalize the Relational Topic Model, RTM [10], itself based
upon the well-known Latent Dirichlet Allocation (LDA) topic model
[5]. To incorporate the network structure in LDA, RTM models undi-
rected links between documents as a function of the topics assigned
to all the words in each document. In contrast, CRTM models di-
rected links between documents as a function of the topics assigned
to the words surrounding the anchor (i.e. its context) in the source
document and the topics assigned to all the words in the target docu-
ment. We further improve the link function by (i) incorporating an
attention mechanism to better estimate the importance of each topic
for anchor prediction and (ii) incorporating additional parameters to
learn new hidden representations more fitted to anchor prediction.
CRTM is computationally light, language agnostic and is solely
trained on texts and existing anchors, without any use of external
knowledge bases nor documents titles.

Results. We assess the ability of CRTM to correctly predict an-
chors on several corpora made of English, Italian and German
Wikipedia articles. We compare its performance with those of other
variants of RTM to highlight its relevancy, and a widely used annota-
tion tool. We also conduct an ablation study, which reveals that both
our improvements to the link function are crucial to the performance
of CRTM. To connect our work with prior work on link prediction,
we provide additional results on this task, incorporating recent base-
lines. We show that, even though not initially designed to solve this
task, CRTM still manages to beat some baselines, being beaten only
by the most recent and specialized methods for link prediction. To
conclude this paper, we show how to use CRTM in practice to predict
anchors. We provide examples that show that CRTM can help in
automatically detecting words or terms that should carry hyperlinks.

2 RELATED WORK

In this section we discuss the different parts of the literature we lean
on. Firstly, because CRTM is a topic model, we start by reviewing
prior work on topic modeling. Next, we briefly survey work on link
prediction, a close task to anchor prediction. Lastly, we discuss work
that leverage anchor links in other settings.

2.1 Topic Modeling
We can classify topic models in two categories: LDA-based models
and neural topic models.

2.1.1 LDA-based Topic Models. These methods model docu-
ments as topic mixtures, each word in a document being assigned to
one topic. LDA [5] is a generalization of pLSA [23]. It is a gener-
ative model to infer latent topics to describe a set of documents D.
For each document d € D, LDA infers a vector 6, of proportions
over a small number K of latent topics. The topics are characterized
by a distribution § over a fixed vocabulary V. Each word occurrence
wgq,; in a document d is independently assigned a topic, encoded
in a one-hot manner as z;; € {0;1}X, according to the distribu-
tion over words for this topic, fe z, ;. The Hidden Topic Markov
Model (HTMM) [19] models the topics of all the words in a same
document as a Markov Chain, effectively lifting the independence
assumption between neighboring word occurrences. More precisely
HTMM expects that all words in a same sentence share the same
topic, and that consecutive sentences are more likely to have the
same topic. Biterm Topic Model (BTM) [41] proposes to address
a shortcoming of LDA, dealing with short texts, by modeling the
generation of word co-occurrence patterns. By taking advantage of
co-occurrence at the corpus-level, BTM solves the sparsity problem
at the document level, which makes it suitable for short texts.

2.1.2 Neural Topic Models. With the advent of deep generative
models and variational auto-encoders [24], topic modeling has been
cast into the deep learning framework. NTM-R [13] relies on neu-
ral variational inference and pre-trained word embeddings, and is
trained with an objective towards topic coherence. W-LDA [33] pro-
poses to use Wasserstein auto-encoders [37] to address the problem
of topic disentanglement described in [3], and enforces the Dirichlet
prior. GraphBTM [48], based on the same assumption than BTM,
represents biterms as a graph and uses a Graph Neural Network
(GCN) [25] to extract topic mixtures from them. [47] proposes the
Graph Topic Model (GTM), which extracts topic mixtures by pro-
cessing a word-document graph with a GNN, to further improve
topic coherence. Note that the word-document graph is distinct from
an explicit document-document graph, as it solely computed from
word occurrences in the documents.

It should be noted that neural topic models, such as NTM-R, W-
LDA, GraphBTM or GTM, only compute topic mixtures and do
not explicitly assign a topic to each word occurrence, as opposed to
LDA-based models.

2.2 Link Prediction

Link prediction is a related task to the one we propose. We classify
existing approaches in two categories: approaches based on topic
modeling, and approaches based on node embedding.

2.2.1 Methods based on Topic Modeling. The Relation Topic
Model (RTM) [10] is an extension of LDA that incorporates explicit
links between documents, so that it is suitable for link prediction.
Here, we quickly develop the internal functioning of this model,
since CRTM generalizes it. Given a set L of explicit links between
the documents in a corpus D, RTM extends LDA with the addition
of a link function that models the likelihood of the links between
two documents in terms of their topic proportions. This function,
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V(ygqa = 1), with yg o € {0;1} a binary variable that indicates
whether d and d” are linked, parametrized by n,v € RK  is defined
as:

l//(d,d’) (y =1) =exp (I]T (zg o Ed’) + V) s (1)

where o denotes the Hadamard product and z; = NLd 2.i 24, and

Zg = NLd 2%i zqr,; represents the proportions of latent topics in docu-
ment d and d’ respectively. Overall, the generative process of RTM
goes as follows:

e For each document d in D:
— draw topic proportion for d : 04| ~ Dirichlet ()
— for each word occurrence wy ; in d:
* draw topic assignment : zg ;|07 ~ Multi (04)
* draw word : wy ;|zq; ~ Multi (fz,;)
e For each pair of documents (d,d”) € L:
— draw link indicator : yg,, ~ ¢ (-1, v, 24, 24)

Multi(.) is the multinomial distribution, a the Dirichlet parameter,
z4 a matrix whose rows are the z4,, vectors.

RTM has been modified or extended in different ways. gRTM
[12] proposes to capture all pairwise topic relationships between
documents and relies on a different estimation procedure based on
collapsed Gibbs sampling with data augmentation. [45] proposes
a non-probabilistic formulation of RTM to control the sparsity of
document’s topics. [44] incorporates in RTM the weighted stochastic
block model [1] to identify blocks of strongly connected documents.
[43] proposes a joint model that uses link structure to define clusters
of documents.RTM has also triggered works in the field of Neural
Topic Modeling. For instance, Relational Deep Learning (RDL) [39]
is a deep hierarchical Bayesian model designed for link prediction.
[2] proposes Neural Relational Topic Model (NRTM) to mimic the
RTM architecture with components from deep learning. For the LDA
part NRTM uses a stacked variational auto-encoder and a multi-layer
perceptron to model the link function.

It should be noted that, as previously stated, neural approaches
don’t explicitly assign a topic to each word occurrence in a document.
Thus they aren’t naturally suited to anchor prediction, since they
don’t allow to straightforwardly extract local topical contexts.

2.2.2 Node embedding with textual information. These meth-
ods learn document embeddings in a Euclidean space and then
straightforwardly predict links according to the dot-product between
these embeddings. Several neural architectures have been explored
to learn the embeddings from the documents’ content and the net-
work structure, such as Graph2Gauss [6], a deep energy-based en-
coder embedding each nodes as a Gaussian distribution, STNE, a
self-translating recurrent network [27] or IDNE, an attention-based
network [9]. Methods based on matrix-factorization have also been
investigated, like TADW [42], an extension of the matrix formula-
tion of DeepWalk that leverages both the network structure and the
content of the documents. Similarly, GVNR-t [8], adapts the GloVe
algorithm to embed networks of documents. Some methods, like
RLE [16], aims at projecting linked documents in a pre-trained word
embedding space.

It should be noted that all these approaches model links at the
document-level, ignoring anchors (i.e. the position of the hyperlinks
in the source document).
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2.3 Leveraging anchors
In this last section, we discuss works that incorporate anchors to
solve annotation tasks.

While some topic models take advantage of the anchor infor-
mation [17, 18, 35], those methods are not suitable for a anchor
prediction task. However many methods are designed to annotate
documents by identifying portions of text related to another docu-
ment. The first method to address this task WIKIFY [31]. TAGME
[14] is an efficient method designed to annotate shorts texts with
Wikipedia entries, combining three steps. For a given text, TAGME
first looks for all mentions of entries in a dictionary containing titles
of Wikipedia pages and anchor texts. Then an entity disambigua-
tion step is performed using a voting scheme. The score of each
mention-entity pair is computed as the sum of votes given by can-
didate entities of all other mentions in the text, taking into account
the semantic association between two entities[30] and the probabil-
ity of an entity being the link target of a given mention[29]. This
step return on anchor per mention. Finally all the candidates below
a certain threshold of coherence are pruned. WAT [34] is another
method that extends TAGME by redefining the disambiguation step
using graph-based methodologies [22]. [36] is one of the first deep-
learning based method designed to deal with this task, by leveraging
the semantics of mention, context and entity as well as their com-
positionality in a unified way. BLINK [26] is another deep learning
based method using a two stages approach for entity linking and
annotation, based on fine-tuned BERT architectures.

3 CONTEXTUALIZED RELATIONAL TOPIC
MODEL

In this section, we describe our proposal: the Contextualized Rela-
tional Topic Model, which we refer to as CRTM. It generalizes RTM
so that links are modeled as a function of the topics assigned to the
words in the context of the anchor in the source document and the
topics assigned to all the words in the target document. The context
is a set of words that surround the anchor in the text. It can be rather
narrow, e.g. only the anchor word or the sentence in which it appears,
or wider, up to the all the words in the document. In the latter case,
CRTM is equivalent to RTM. We further refine the link function
by (i) incorporating an attention mechanism and (ii) introducing
additional parameters.

3.1 The CRTM Model

Let d and d’ be two documents, and ¢ = {w,-}l.C:1 be the context of
the link, i.e. a set of C > 1 words, in the source document d. The
link function of CRTM is defined as:

Yaa(y=1;¢) =exp (17 (Qzg, © Qzg) +v), ()

where Z, . is an attention-based weighted average of the per-word
topic assignments in ¢ and Q € RKXK is a set of additional pa-
rameters. We describe these two components in the following sub-
sections.

3.1.1 Attention-based Weighted Average. Rather than calculat-
ing Z4 . as a simple average, we rely on pre-trained word embeddings
to calculate a weighted average of the topic assignments in ¢ using
an attention mechanism. Assuming a word embedding u; € R? for
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each word w; € V, we compute the attention scores s € Rk, by
measuring the scaled dot-product [38] between the embedding of
the word carrying the link, uj;n and the embedding u; of each word
wj inc:

s = Ulink * Uj

! \
With the attention weights a = softmax(s), we calculate the weighted
average:

3

Zgc = Z ajzq j, 4)
wj €c
where zg ; is the one-hot encoding of the topic assignment for the
word w; in context c. This way, the topics assigned to words that are
semantically closer to the word that carries the link are given more
importance.

3.1.2 Additional Parameters. The form of the link function in
RTM implies that linked documents should have similar topic pro-
portions. We argue that this implicit assumption is too restricting
as complementary documents that exhibit different topic propor-
tions could be linked. Hence, we incorporate additional parameters
0 € RKXK g6 that CRTM learns new representations of the docu-
ments d and d’ as linear transforms of z; . and Zy: i.e. Qz, . and
Qzy . This way, RTM can compare d and d’ beyond simple same-
topic interactions. Note that the size of Q is dictated by the estimation
procedure, because it requires 7 to be a K-dimensional vector, which
in turns enforces Qz; . and Qzy to be K-dimensional vectors.

3.2 Parameter Estimation

We estimate the parameters adapting the procedure in RTM, by maxi-
mizing the likelihood using the variational Expectation-Maximization
algorithm [4]. The addition of Q in ¢ slightly modifies the expres-
sion of the ELBO and therefore the update rules of the variational
parameters of 8, and parameters for /: 7 and v. The expected value
of the link function becomes:

Eq [logp (yaa =1124.24.n)] =n" (di,c ° Qad') +V,

where ¢ , is the variational parameter of z, , and Zd = NLd YnPdn-
Parameters y; and ¢4 ;, respectively the variational parameters of
64 and z ;, are updated at the E-step as follow:

Ya=a+ ) fas &)
i
and
T Qzad,i
$ai o exp |log fry, + ¥ (ya) = 1€ (T y) + )] no =], (6)
’ a
d'+d
with ¥(.) the Digamma function, 1 a K-dimensional vector of ones,
and Ny the number of words in document d.
During the M-step we update the model’s parameters f, n, v and

Q, according to the new values of y; and ¢4 ;. The update rule for
didn’t change from LDA:

B D > Awgn = w)gh - 0
d n
The link function’s parameters 1 and v are updated as follow:

7 —log (ﬁ) ~log (ﬁ + pﬁa) ~1v, ®)

and

v log (L - 1Tﬁ) ~log (p(1 177 ) +L - 1Tﬁ) )

with TT = %44y Qg © Qfar> T = Q= 0 Q-f= and L the total
number of observed links. p denote the number of negative examples
needed, following the regularization procedure provided by [11].
Instead of using a L2 regularizer, we introduce negative observations,
where y = 0. The observations are associated with a similarity 7,
the expected Hadamard product of any two documents given the
Dirichlet prior of the model.
Finally the coefficients of Q are updated with

K K
i (- - _
Qij e« Quj+ix ) EI $a; ), Qinbarn+Par; ), Qinban
(d.d’eL) n=1 =1

10

, where [ is a learning rate. Note that updates to Q are strictly positive,
which could cause numerical instability. While we could constrain
Q to prevent its norm from monotonically increasing and rely on the
Lagrange multiplier to estimate it, we choose to address this issue
differently and simply normalize each row of Q with its L2-norm
after each update. This tricks has been shown to work well in [40]
for instance.

3.3 Time Complexity

Estimating the parameters of the LDA component of CRTM has
a time complexity of O(|D| x K x N), with |D| the number of
documents, K the number of topics and N the average number of
words per document. Estimating the parameters of the relational
component of CRTM has a complexity of O(L x K?), where L is the
number of observed links in the network, and K? is engendered by
the addition of Q in the link function. The proposed model thus have
an overall O(|D| x K x N + L x K?) time complexity.

3.4 Relationship to gRTM

The link function of gRTM [12] incorporates a matrix Q’ € REXK,
as follow:

Vaa(y=1) =0(24QZa), (11
where o can be either the sigmoid function or the exponential
function, as in RTM. This formulation arises from the fact that
1" (zg 0o Zg) = Zgdiag(n)Zy . Rather than enforcing Q’ to be a di-
agonal matrix to stick to RTM, gRTM considers Q” as a full matrix
that allows capturing inter-topics interactions. This is quite different
from what CRTM does, as the purpose of Q isn’t to replace 7 but
rather to project both z; . and Z; to a new comparison space to
improve link prediction.

4 EXPERIMENTS

First, we quantitatively evaluate CRTM against RTM, TAGME and
variants of RTM on the task of anchor prediction. Then we highlight
the importance of contextualizing the link function, and show that
both refinements we bring to the function are crucial to the perfor-
mance of CRTM. Then we evaluate CRTM on a link prediction task
against RTM and recent baselines. This experiment is less a way to
evaluate if our model can reach state of the art results, since CRTM
is designed for anchor prediction, than assess if our modifications
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leads to a weaker generalization. Lastly, we illustrate how to use our
model for anchor prediction in practice.

4.1 Datasets

To demonstrate the relevancy of our proposal we construct six
datasets using Wikipedia. Each dataset is made of introductory sec-
tions of articles belonging to a specific category. Articles are sampled
in a snow ball fashion following the links, starting from the main
page of the category. Furthermore, since we have to construct our
own datasets, we can easily evaluate our work on different languages,
while commonly used datasets tend to be in only in English. We
consider three languages: English, Italian and German. For each
language we extract a dataset related to the main category about
physics (Physics, Fisica and Physik), and society (Society, Societa
and Gesellschaft). We choose these categories to take into account
different editorial policies, writing styles and vocabularies. Table 1
summarizes the general properties of these datasets.

4.2 Tasks and metrics

‘We consider two tasks. The first is an anchor prediction task, and
consists in locating the words carrying hyperlinks, hidden during
training, given a link between a source and a target documents. Based
on the scores given by ¢4 4/, we:

e Calculate the precision at n, i.e. the fraction of hidden links
for which the word carrying the hyperlink is ranked among
the top n words.

o Construct the ROC curve, to visually assess the overall capac-
ity of the models to give high ranks to the word carrying the
hidden hyperlinks.

The second is a link prediction task. We hide a percent of edges
and compare the cosine similarity between hidden pairs and negative
examples of unconnected documents. We report Area Under the
ROC Curve.

4.3 Methodology

4.3.1 Anchor Prediction. We hide one link per document, which
represents between 21% to 33% of the links depending on the con-
nectivity of the datasets. The set of hidden links is split into a a
validation set, used to control the convergence during the training
phase, and a test set, used to calculate the precision and construct
the ROC curves. We compare CRTM, with the context matching the
sentence in which the link occurs, against ad hoc variants of RTM.
gRTM was considered then discarded because of its prohibitive
runtime on large corpora.

o CRTM: We define the context as the sentence in which the
hyperlink occurs. After gridsearching we set the learning rate
[ t0 0.01 in the update rule for Q, which yield the best results.
Word embeddings are trained independently on each dataset
using Skip-Gram with negative sampling (window size of 10
and 20 negative samples per true sample) [32]. By training
one word-embedding set per corpora, we did not introduce
external knowledge to our model and remain fair to the other
baselines.

e RTM: We train the model following [10], with the original
link function in Eq. 1. However this link function doesn’t
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allow ranking the words because it is independent to the link’s
location. Hence, during the test phase, we change RTM’s link
function to (g1 (y = 1; w;) = exp(n (zq; © Zg') + V), i.e.
we replace Zy with zg4 ;, the topic assignment for word i. This
trick allows us to measure the probability of each word w; to
carry the link. Note that we are limited to z, ;, as considering
larger context at test time would require modifications akin
those proposed in CRTM.

e TAGME: In order to evaluate TAGME we use the annotation
service provided by the D4Science’s API2. For each hidden
hyperlink we report if TAGME identify the right linked docu-
ment and the corresponding anchor. As TAGME only output
one result per linked document because of its disambiguation
process, only P@1 is reported. We set the confidence score
threshold at 0.1, discarding all results below this value. This
value is the smaller threshold recommended by the documen-
tation.

We also consider simpler variants of CRTM for the purpose of
the ablation study:

e CRTM; (no context): We consider singleton contexts that
consist only contain the word carrying the link.

e CRTMy; (uniform weighting): We match the contexts with
sentences and remove the attention mechanism by directly
calculating Z; . as a simple average. Because this link func-
tion is doesn’t take the exact location of the word into account,
we again use the trick that consists in restricting the context
to a single word at test time.

e CRTMp (positional weighting): We match the contexts with
sentences and replace the attention weights with weights
calculated according to a Gaussian smoothing centered on
the position of the word carrying the link. The weight for

1 (M)z

2 o

a word w; in the context is calculated as g; = e
where dist(i) is the distance between w; and wijpk, the word
carrying the link. o is the standard deviation. We set it to
o = 3 by gridsearch.

o CRTMy (no representation learning): We match the contexts
with sentences and remove the additional parameters by set-
ting Q = Ig, with Ig the identity matrix.

All models are trained with 50 topics, which we’ve found to
give the best performance for [10] and CRTM. We set the hyper-
parameter « to 5.0 for all models which leads to consistently good
performances for CRTM and RTM (identical to the value chosen
by [10] in their evaluations), and set p = 2000 negative examples for
the regularization in  and v estimation.

4.3.2 Link Prediction. We hide 10% of edges before training
models. For the four baselines learning documents embeddings, we
compare the cosine similarity between hidden pairs and 10 negative
examples of unconnected documents. For both RTM and CRTM we
use the link function defined at Equation 1 and compare the prob-
ability of the true link and 10 negative examples. Because CRTM
link function doesn’t take into account all the content of the source
document, Equation 2 is not suitable for link prediction. Switching

Zhttps://sobigdata.d4science.org/web/tagme/tagme-help
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Table 1: Dataset properties.

Category Physics  Society  Fisica Societa  Physik  Gesellschaft
Language English English Italian Italian German German
Nb of pages 6327 14486 2254 3106 3438 12262
Nb of links 18821 30749 7145 7093 10727 35710
Average number of words per doc 183 194 121 130 120 111
Average number of sentences per doc 9.77 10.05 5.79 5.94 8.69 8.12
Average degree 59 4.2 6.3 4.5 6.2 5.8

from Equation 2 to 1 doesn’t use the parameter Q learned by CRTM
and this modification will be discussed in Section 4.5.

We compare CRTM to RTM and 4 recent document network
embedding methods specifically designed for link prediction:

o CRTM: The context is still defined as the sentence in which
the anchor link occurs and we use the same parameters and
word-embeddings used for the previous evaluation. We use
Equation 1 for computing the probability of two documents
being linked.

o RTM: We use the parameters previously described for anchor
prediction.

e RLE: The parameter A is set to 0.7, and RLE outputs docu-
ment embeddings in dimension d = 160. The word embed-
dings are obtained with Skip-Gram with negative sampling,
using a window of 15 words and 5 negative examples per true
sample, as described in [16].

e GELD: We fix a = 0.85 after gridsearching, and run the
model for 40 epochs. GELD outputs vectors in dimension
d = 160. The word embeddings are obtained with Skip-Gram
with negative sampling, using a window of 15 words and 5
negative examples per true sample.

o TADW: Following [42], we reduce the dimension of word
vectors to 200 via SVD decomposition of the TFIDF matrix,
select k = 80 and A = 0.2. We run TADW for 20 epochs.

e GVNRt: We run 80 random walks per node of length 40.
We fix the window size at 5. GVNRt run for 20 epochs and
document embeddings are obtained by concatenating matrix
Iand J.

4.4 Anchor Prediction

Table 2 reports the average precision at 1 and the precision at 5 for all
models over 10 runs, for all five datasets. Figure 1 shows averaged
ROC curves for CRTM and RTM on each datasets.

4.4.1 Comparison of CRTM with RTM. CRTM outperforms
RTM by a large margin on all datasets. In particular, CRTM exceeds
0.5 in precision at 1 on all English and German datasets, when RTM
only score 0.41 in the most favorable case. This superiority of CRTM
is also illustrated by the ROC curves on Figure 1. CRTM also out-
performs RTM in the precision at 1 on the two Italian corpora, but
performs equally as good as RTM in the precision at 5. This can be
explained in part by the fact that, even though Italian and English
documents have the same number of average number words per sen-
tence (about 21.5 in Italian and 19.7 in English), the Italian corpora
are smaller, and Italian documents are shorter but with a greater

average degree. This may degrade CRTM’s ability to generalize over
anchor modelization. A similar explication could be given for the
results in the German corpora. German and English datasets tends
to have a similar average number of sentences per document, but
German sentences are much shorter on our datasets. Furthermore the
German language uses declensions and much more surcomposition
than English in its vocabulary which could lead to more unique
words, and so a weaker topic assignation of those words.

Overall, CRTM manages to rank the words carrying the hidden
links higher than RTM, as evidenced by the ROC curves in Figure 1.

4.4.2 Comparison of CRTM and TAGME. . TAGME outper-
forms CRTM in terms of P@1 on the two German corpora, and
on the Physics one. However CRTM exceeds its competitor on the
Society by 0.02 in precision at 1. For the two Italian datasets TAGME
still achieves better performance on P@1, but close to CRTM’s one
on the Societa dataset. Yet those results may be tempered by the
fundamental differences between CTRM and TAGME. As TAGME
relies on a predefined dictionary made of previously observed an-
chors and documents titles, the annotation process is deterministic
and TAGME can’t infer unseen anchors. On the other hand CRTM
aims to infer anchors depending on their topic and context. This
means that top words predicted by CTRM are not necessarily in-
appropriate, even though they didn’t match the exact anchor of the
removed hyperlink. By saying this we could mitigate those results
and advance that CRTM’s P@5 performance, exceeding by a large
margin TAGME’s P@1 on all datasets, can lead to a better diversity
of links. We further illustrate this point in Section 4.6.

4.4.3 Execution time. We report in Table 3 the average wall-
clock execution time for all models, across all datasets. All models
are coded in Python 3 and trained using a single core on a computer
with an Intel i7-6700K CPU and 64GiB of RAM. We notice that
all the average runtimes are in O(10?) seconds, including the time
required to train the word embeddings in CRTM. Interestingly, while
an iteration takes longer to compute in CRTM, more than twice the
time needed for RTM, CRTM needs fewer iterations to converge and
thus ends up running faster than RTM.

4.4.4 Ablation Study. In this section, we study the performance
of CRTM and its variants to show the importance of each of its
components.

Impact of the attention mechanism. To judge the impact that the
attention mechanism has on the performance of CRTM, we must
compare it with these of CRTM; (no context), CRTMy (simple
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Table 2: Average P@1 and P@S5 per corpus for CRTM and baseline (standard deviation in parentheses).

Corpus Physics Society Fisica Societa Physik Gesellschaft
P@1 P@5 P@1 P@5 P@1 P@5 P@1 P@5 P@1 P@5 P@1 P@5
CRTM  .65(.02) .86(.02) .65(03) .88(.01) .45(04) .76(.03) .38(.02) .69(.01) .50(.02) .81(.001) .53(.02) .81(.01)
RTM  34(.03) .71(.03) .32(02) .69(.02) .33(02) .72(.02) .31(02) .68(.02) .39(.03) .75(02) 41(02) .75(.01)
TagMe .71 (.00) - .63 (.00) - .51(.01) - .40 (.01) - .65 (.01) - .60 (.01) -
CRTM; .37(.02) .78(02) .36(.02) .76(01) .33(.03) .73(02) .33(.02) .67(03) .39(01) .74(.01) .41(.02) .76(.01)
CRTMy .37 (02) .76(.02) .36(02) .74(.01) .32(02) .70(.02) .33(02) .69(.01) .39(.02) .76(02) 42(01) .76(.01)
CRTMp 37(01) .78(01) .36(01) .75(.02) .34(.02) .72(01) .33(.02) .67(03) .39(.03) .75(.02) .41(01) 76(.01)
CRTM; .37(.02) .76(02) .35(.01) .74(02) .33(.03) .72(02) .33(.02) .67(03) .38(.005) .74(.003) .42(.01) .77(01)

Table 3: Average wall-clock runtime in seconds (time to train the
embeddings in parentheses when applicable).

Average runtime (s) Average runtime/iter (s)

CRTM 2.2 x10%(+10%) 28.4
RTM 4.6x10? 114
CRTM, 14.3%102 122
CRTMy, 6.1x10? 18.8
CRTMp 6.4x102 18.2
CRTM; 5.1x102(+102) 12.73

average) and CRTMp (Gaussian smoothing around the word’s po-
sition). CRTM; has slightly better performance than RTM and is
largely outperformed by CRTM. This tends to show that restricting
the context to the sole word carrying the link is often too drastic,
which can also explain why RTM struggle to match the performance
of CRTM. CRTMy; manages to equal CRTM on the Societa dataset
in precision at 5. However it is consistently outperformed by CRTM
in all the other settings, and in particular in precision at 1. This
suggests that simply averaging the per-word topic assignments is
sub-optimal. On the other hand, CRTMp manages to improve over
RTM, with a relative gain of up to 7% in the most favorable cases.
This seems to indicate that the topic assignments of the words closest
to the one carrying the hyperlink are more important. Yet, CRTMp
is still outperformed by CRTM in the precision at 1 and 5 on all
datasets, which shows that the attention mechanism is an important
component of CRTM.

Impact of Q. Here we compare the performance of CRTM with
the performance of CRTM; (where Q = Ix). CRTM consistently
outperformed CRTM in precision at 1 and 5 on the six considered
corpora. We can interpret that by saying that learning new represen-
tations is beneficial.

4.5 Link Prediction

Table 4 reports the AUC scores for all datasets. We run each model
five times, on each dataset, and report mean AUC with standard
deviation.

Results analysis. CRTM beats TADW by a clear margin on five
of six datasets. CRTM’s performance matches RTM or slightly im-
proves upon it, while coming close to RLE and GELD on English
datasets. GVNR-t clearly performs better than all methods. Still, we
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Figure 1: Averaged ROC curves of CRTM (blue solid line) and
RTM (red dashed line) on the two English corpora.

observe that CRTM achieves consistent performances, with at least
0.80 AUC in all cases. It is worth noting that GVNR-t has a training
time of several hours on our datasets (due to the computational costs
of random walks), while CRTM is trained in less than 20 minutes on
the same computer. This experiment shows that taking into account
the context of anchor links at least doesn’t degrade CRTM results
in link prediction w.r.t RTM, and leads in some cases to a minor
performance boost.

Impact of Q. As mention in section 4.3.2, CRTM’s link function
is not suitable for link prediction as it requires knowing the anchor.
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Table 4: AUC for link prediction (standard deviation in parentheses)

Physics Society Fisica

Societa Physik Gesellschaft

CRTM  87(.004) .87(.003) .81(.01)
RTM 85(.02) .86(.01) .80 (.01)
RLE 89(.002) .91 (.003) .90 (.002)
GELD  89(.001) .91(.001) .89(.001)
TADW .83 (.003) .82(.003) .80 (.005)
GVNR-t 97(.03) .96(.04) .95(.001)

78(.02) .82(.002) .80 (.01)
78(.03)  .82(.005) .78(.01)
89 (.001) .86(.002) .88 (.001)
88(.002) .87(.001) .85(.001)
73(.001) .67 (.003) .65 (.004)
95(.04) .96(.03) .96 (.04)

Therefore once we’ve trained CRTM we substitute its link function
with the simpler RTM’s link function to do link prediction, thus
omitting the transformation Q. We further investigate the impact
of this parameter by introducing the transformation Q in the link
function of RTM. The overall average AUC in link prediction on
the six datasets falls to 0.63, while it is about 0.80 without using the
parameter Q. This result, coupled with Section 4.4.4’s conclusion,
suggest that (i) CRTM learns topics that are useful for link prediction
and that (ii) Q confers it the ability to efficiently recombine topics
so that they are suited to anchor prediction. This means that a single
CRTM model could solve both the link prediction (even though it
doesn’t match the performance of the most up-to-date techniques)
and anchor prediction tasks, by simply changing the link function at
prediction time.

4.6 Case Study

Here we show the anchors that CRTM is able to automatically detect,
given a pair of source and target documents. To this end, CRTM
was trained with all hyperlinks removed in the source documents, to
prevent it from simply listing anchors seen during training. These
anchors could be used by writers, to automatically insert hyperlinks
towards related pages. They could also be useful for readers, as
they could serve as contextual hyperlinks, linking the page they
are reading with those they’ve previously read. We also report the
anchors found by RTM, to highlight how those found by CRTM are
more relevant.

As an example, Table 5 shows the five most likely anchors, given
the page about “Semiconductor” as the source, and the page about
“Transistor” as the target, and Table 6 shows the five most likely
anchors, given the page about “Computer” as the source, and the
page about “Transistor” as the target. We note that CRTM always
rank the word transistor first, the most natural word to be an anchor.
RTM actually manages to identify it as an important word too, but
ranks it lower. CRTM also ranks MOSFET at the second or third
place, which is a type of transistor. In addition, we observe that RTM
predicts some less interesting words, such as loom, fabricated or
enable, while CRTM highlights relevant but less obvious terms, like
Moore (from the Moore’s law).

S CONCLUSION AND FUTURE WORK

We have presented the Contextualized Relational Topic Model,
CRTM, a probabilistic modeling framework to infer latent topics
in networks of documents, that explicitly accounts for the locations
of the links in the text. We’ve experimentally shown the relevancy

Table S: Five most likely anchors in the “Semiconductor’ page,
connected to the “Transistor’ page.

Transistor, A transistor is a semiconductor device used to
amplify or switch electronic signals and electrical power. [... ]

T
Semiconductor
CRTM RTM
transistor loom

MOSFET MOSFET

semiconductor || transistor
circuit enable
Moore circuit

Table 6: Five most likely anchors in the “Computer” page, con-
nected to the “Transistor” page.

Transistor, A transistor is a semiconductor device used to
amplify or switch electronic signals and electrical power. [... ]

T

Computer
CRTM RTM
transistor || staircase
electron atom
MOSFET dopant
dopant fabricated
electrical ability

of our approach through a quantitative evaluation based on sev-
eral Wikipedia datasets, in English, Italian and German. We’ve also
shown that CRTM has a competitive runtime, which makes it usable
in practice to solve tasks akin to anchor prediction without relying
on external information like a knowledge graph. We also demon-
strated that taking anchor links into account doesn’t degrade the
model’s performance in link prediction. From a qualitative point
of view, we’ve illustrated how CRTM can assist knowledge bases
contributors while they specify anchor links after writing. In future
work, we’d like to investigate more complex link functions based
upon a more sophisticated modeling of topics and documents, and
extend our work to more recent works, like Graph Neural Networks
and Neural Topic Models.
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4.4 Perspectives d’implémentation pour ’entreprise

Ces deux contributions proposent donc une méthode pour prédire les ancres d’éventuels
hyperliens entre deux documents. Deux scénarios peuvent étre envisagés pour exploiter la
prédiction d’ancres : le premier prend la forme d’une aide a la lecture lors d'une phase de
recherche d’information ; le second comme un outil de recommandation d’hyperliens pour les

contributeurs.

4.4.1 La prédiction d’ancres pour assister la lecture

Dans le premier scénario, la prédiction des ancres va étre employée afin d’assister un
lecteur durant un parcours de base. Les bases de connaissances construites par MeetSYS
et ses clients sont principalement constituées de pages décrivant des phénomeénes physiques
ou industriels, ou de descriptions de problémes rencontrés. L’idée est donc le sélectionner
une page, décrivant par exemple un probléme industriel documenté, et déterminer lors de la
consultation d’autres contenus quels termes sont susceptibles de porter un hyperlien vers le

document cible, comme illustré a la Figure 4.1.
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FIGURE 4.1 — Représentation schématique de 'utilisation de CRTM en temps d’accompa-
gnement a la lecture pour la résolution de problémes.

Ce systéme s’avére relativement simple a mettre en place, car outre 'apprentissage des
parameétres du modele, il est simplement nécessaire de fournir au serveur l'identifiant de
la page sélectionnée (lié & la session) et celui de la page en cours de consultation. Pour
permettre a plus ou moins d’ancres d’étre proposées, il est nécessaire de définir une valeur

seuil en dessous de laquelle la probabilité qu'un mot porte un hyperlien n’est pas présenté.
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4.4.2 La recommandation d’hyperliens pour le contributeurs

La prédiction d’ancres peut également étre employée dans un autre contexte : la recom-
mandation d’hyperliens aux contributeurs lors de la publication d’une page. Cette recomman-
dation devra cependant se faire en deux temps, comme montré Figure 4.2. En effet, puisque
de CRTM ne permet pas de prédire le document en méme temps que ’ancre associée, il est
nécessaire de trouver d’abord les n documents les plus proches. On utilisera ainsi pour cela les
représentations de documents déja apprises et une mesure de similarité, comme par exemple
une similarité cosinus. Sans cette étape de filtrage, le nombre de documents a examiner serait
trop important, et engendrerait un coup en terme de calcule pouvant devenir prohibitif pour

une base importante.
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mots succeptibles d'étre
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Nouveau document
Ensemble de documents
recommendés

FIGURE 4.2 — Processus de recommandation d’hyperliens pour un nouveaux document.

Une fois construit le sous ensemble des documents les plus proches du document considéré,
on peut alors appliquer CRTM sur les n paires de documents formées avec le document
source. Les paires mot-document cible proposées sont alors filtrées afin de ne garder que
celles proposant les plus grandes valeurs de g, 4. Libre alors au contributeur de valider,

ou non, les hyperliens proposés.

4.5 Conclusion

Au long de ce chapitre nous avons présenté une méthode de modélisation de thématiques
adaptée aux réseaux de documents, destinée a prédire les ancres des hyperliens. Au cours des
différentes expériences menées nous avons montré que les améliorations proposées permettent
d’obtenir les meilleurs résultats, tant quantitativement qu’au niveau de la cohérence des
termes. De toutes les formes d’agrégation du contexte envisagées, I’approche sémantique,
privilégiant les mots sémantiquement proches de ’ancre, donne les meilleurs résultats. De
plus, nous avons montré que I'utilisation de la matrice () dans la fonction de lien, permettant
I'interaction de toutes les paires de thématiques, améliorait sensiblement les performances

du modéle.



Chapitre 5
Conclusion

En conclusion de ce manuscrit, nous commencerons par résumer briévement les travaux
proposés, avant de détailler différentes perspectives de recherches qui ont pu naitre suite a

ces contributions.
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5.1 Reésumé des travaux présentés

Au cours de ce manuscrit de thése, nous nous sommes intéressés a 'utilisation de l'infor-
mation portée par la structure en réseau des éléments des bases de connaissances, dans le
but de pouvoir les enrichir avec des contenus non encore intégrés, ou encore, en cherchant a

peupler les pages avec des hyperliens.

En premier lieu, nous sommes revenus sur les principales méthodes existantes permet-
tant d’apprendre des représentations de mots, de documents, de réseaux et de réseaux de
documents. Pour chacun de ces cas d’application, nous nous sommes employés a en retracer

I'origine et les évolutions jusqu’aux méthodes les plus récentes.

Ensuite, nous avons présenté une méthode permettant de déterminer une matrice de pas-
sage entre deux espaces de représentations, I'un propre aux sommets du graphe, et 'autre aux
documents textuels. Les expériences réalisées montrent que lors d’une tache de reconstruction
de voisinage, utiliser I’approximation de la représentation du contenu textuel dans ’espace de
représentation des sommets donne de meilleurs résultats, comparé a la simple utilisation des
représentations des contenus textuels. De plus, cette méthode offre également la possibilité
de lier de nouveaux documents textuels & d’autres contenus de natures différentes, comme

des fichiers, ou des pages personnelles de contributeurs.

Enfin, nous avons proposé une méthode permettant de prédire les mots ou groupes de mots
d’une page susceptibles de porter un hyperlien vers une autre. Ce modéle, nommé Contextual
Relational Topic Model (CRTM), repose sur la modélisation de thématiques appliquée aux
réseaux de documents, et cherche & apprendre ces thématiques de facon & déterminer si un
mot porte un lien vers une page, en fonction des mots qui 'entourent. Nous avons proposé
plusieurs fagons permettant de prendre en compte le voisinage d’'un mot portant un lien, celui-
ci étant agrégé de fagon (1) uniforme, (2) positionnelle ou (3) sémantique. Les expériences
menées sur différents sous-ensembles de Wikipedia montrent une certaine habilité du modéle
a retrouver les mots susceptibles d’étre une ancre. De plus, en regardant de plus preés les mots
suggérés par CRTM, on remarque que ceux-ci semblent plus cohérents que ceux proposés par
Relational Topic Model.

5.2 Perspectives et continuité des travaux

Les travaux menés durant ce doctorat ont permis d’explorer plusieurs axes de recherches,
faisant naitre de nouvelles interrogations et perspectives d’améliorations des méthodes pro-
posées. Nous aborderons cette partie en trois temps, en discutant des limites des méthodes

proposées, et des pistes a explorer.
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5.2.1 La prédiction d’ancres

Plusieurs constats sont a faire quant & la méthode proposée au Chapitre 3. Premiérement,
CRTM s’appuie sur un cadre de modélisation qui, s’il est toujours largement utilisé dans 1'in-
dustrie [KANG et al., 2019]; [SUTHERLAND et al., 2020], est depuis longtemps concurrencé
par des méthodes plus récentes. Comme présenté au cours de 'état de 'art, les méthodes
reposant sur I'architecture Transformer, par exemple, offrent des capacités de modélisation
de la langue d’excellente qualité. En paralléle, les architectures de type Graph Convolutio-
nal Network ou Graph Attention Network sont aujourd’hui prédominantes sur les questions
d’apprentissage de représentation de graphes, attribués ou non.

Une des limitations principales de CRTM se trouve dans son incapacité a prédire la page
cible d’un hyperlien. En I’état actuel des choses, afin de positionner efficacement un hyper-
lien, CRTM nécessite en effet que I'on lui fournisse un lien partant d’une page, et pointant
vers une autre. Ce mode de fonctionnement, s’il est compatible avec certaines utilisations,
réduit fondamentalement les cas d’usages, de part une combinatoire importante a mesure
que le corpus devient important. Il est donc nécessaire d’adjoindre au modéle un moteur
de recommandations afin de limiter le nombre de documents cibles potentiels. On imagine
alors 'intérét que pourrait trouver un modéle capable de prédire a la fois les liens entre les

documents, et les ancres qui leurs sont associées.

5.2.2 Exploitation d’autres types données

Durant ces travaux de thése nous nous sommes limité a travailler sur les données di-
rectement présentes dans les bases de connaissances, a savoir le texte, et les liens entre eux.
D’autres données sont cependant rendues disponibles par ’exploitation de ces bases, et parmi
elles, les parcours utilisateurs. Tout comme les liens entre les pages, les données relatives aux
chemins empruntés par les utilisateurs dans leur recherche d’information peuvent également
révéler d’autres informations sur les liens entre les différentes pages, comme par exemple des
expériences métiers plus ténues, que la proximité sémantique ne permettrait pas de identifier.
Ce type de données a été trés largement étudié dans la littérature [F. ZHANG et al., 2016];

[HUANG et al., 2019], et notamment dans les modéles de recommandations.

5.2.3 Archipel de bases de connaissances et apprentissage fédéré

La question de la recommandation multi-bases est également un enjeu important pour
I’écosystéeme de MeetSYS. On se pose ici la question de comment pouvoir représenter les
documents au sein de chaque base de fagon & pouvoir, de fagon transparente, recommander

des documents d’une base B, en partant d’un document d’une base A. Plusieurs méthodes
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peuvent étre envisagées. La plus simple consisterait peut-étre sa baser sur la méthode décrite
au Chapitre 2, afin d’apprendre des matrices de passages entre les différentes bases. Cela
nécessiterait cependant que l'on inclue un sous ensemble commun & toutes les bases (dans
notre cas, par exemple, la base ouverte de faits scientifiques proposée par I'entreprise), afin
de pouvoir apprendre correctement la matrice.

Une seconde approche peut cependant étre envisagée, dés lors que 1’'on reformule le pro-
bléme. Au lieu de considérer les espaces de représentations des documents des bases comme
autant d’espaces indépendants dont il faut apprendre comment projeter un élément de I'un
vers l'autre, il pourrait également étre intéressant d’entrainer conjointement ces modéles. Cela
ne va cependant pas sans soulever des problémes de confidentialité des données. Il serait en
effet impossible de regrouper toutes les bases afin d’entrainer une méthode d’apprentissage
de représentations sur l'ensemble de ce corpus, pour d’évidentes contraintes de propriétés
industrielles.

Cette question n’est toutefois pas neuve, et représente tout un pan de 'apprentissage auto-
matique : 'apprentissage fédéré [B. MCMAHAN et al., 2017|. L’apprentissage fédéré constitue
un cadre o1, selon la définition donnée par KAIROUZ et al., 2019, [...] plusieurs entités (des
clients) collaborent a résoudre une tiche d’apprentissage, coordonnées par un serveur cen-
tral. Les données brutes de chaque client sont stockées localement et ne sont ni échangées ni
transférées ; au lieu de cela, des mises a jour ciblées, destinées a étre immédiatement agrégées
sont utilisées pour atteindre 'objectif d’apprentissage. Les données brutes (dans notre cas
les informations contenues dans les bases de connaissances) ne transitent alors jamais sur
le réseau, et seuls les gradients des modéles locaux sont envoyés au serveur central pour y
étre agrégés. Les deux contraintes émises plus haut seraient alors respectées : d’une part, la
confidentialité des données serait assurée, en ceci qu’elles ne quitteraient pas le réseau in-
terne des entreprises, et d’autre part toutes les bases de connaissances partageraient le méme
espace de représentation, offrant la possibilité d’une compléte interopérabilité entre elles. Le
cadre de 'apprentissage fédéré est déja employé dans de nombreux travaux en traitement du
langage naturel [ZHU et al., 2020]; [LIN et al., 2021]; [C. WANG et al., 2021], et représente

une direction prometteuse pour 'apprentissage de représentations de documents.
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