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Résumé : L’analyse du comportement humainpar vision est une thématique de recherchetrès étudiée car malgré les progrès apportéspar l’apprentissage profond en vision par or-dinateur, comprendre finement ce qui est entrain de se passer dans une scène est unetâche loin d’être résolue car elle présente untrès haut niveau sémantique. Dans cette thèsenous nous intéressons à deux applications : lareconnaissance d’activités longues temporelle-ment dans des vidéos et la détection d’inter-action dans des images. La première contribu-tion de ces travaux est l’élaboration de la pre-mière base dedonnées d’activités quotidiennesprésentant de fortes variabilités intra-classe. Ladeuxième contribution est la proposition d’unenouvelle méthode de détection d’interactionen une seule passe sur l’image ce qui lui per-

met d’être beaucoup plus rapide que les mé-thodes de l’état de l’art en deux étapes et appli-quant un raisonnement par paire d’instances.Enfin, la troisième contribution de cette thèseest la constitution d’un nouveau jeu de don-nées d’interactions composé d’interactions à lafois entre des personnes et des objets maiségalement entre des personnes ce qui n’exis-tait pas jusqu’à maintenant et qui permet pour-tant une analyse des interactions humaines ex-haustive. De manière à proposer des résultatsde référence sur ce nouveau jeu de données,la précédente méthode de détection d’interac-tions a été améliorée en proposant un appren-tissagemulti-tâches ce qui permet d’obtenir lesmeilleurs résultats sur la base de données pu-blique largement utilisée par la communauté.

Title : Learning methods applied to vision-based human behaviour analysisKeywords : Vision, Learning, Human behavior, Activity recognition, Interaction detection
Abstract : The analysis of human behavior byvision is a strong studied research topic. Indeeddespite the progress brought by deep learningin computer vision, understanding finely whatis happening in a scene is a task far from beingsolved because it presents a very high seman-tic level. In this thesis we focus on two applica-tions : the recognition of temporally long acti-vities in videos and the detection of interactionin images. The first contribution of this work isthe development of the first database of dailyactivitieswith high intra-class variability. The se-cond contribution is the proposal of a new me-thod for interaction detection in a single shot

on the image which allows it to be much fas-ter than the state of the art two-step methodswhich apply a reasoning by pair of instances.Finally, the third contribution of this thesis isthe constitution of a new interaction datasetcomposed of interactions both between peopleand objects and between people which did notexist until now and which allows an exhaus-tive analysis of human interactions. In order topropose baseline results on this new dataset,the previous interaction detection method hasbeen improved by proposing a multi-task lear-ning which reaches the best results on the pu-blic dataset widely used by the community.
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1.1 . Contexte des travaux de recherche
Définition de l’analyse du comportement humain
L’analyse du comportement humain par l’interprétation de scènes

visuelles est une thématique de recherche très active avec un nombre
important d’applications dans des domaines variés. Tout d’abord pour la
sécurité où il est important de pouvoir détecter des évènements anormaux
et dangereux tels que des violences, des faits de vandalisme ou encore des
bagages abandonnés. Pour les applications de santé, que ce soit pour l’assis-
tance des personnes à domicile ou leur suivi à l’hôpital, la compréhension de
l’activité des personnes est essentielle. En effet, comprendre les habitudes
d’une personne permet de mieux détecter un début de perte d’autonomie
si une activité n’est plus réalisée. A l’hôpital, l’intérêt sera de vérifier par
exemple si une personne a bien reçu les différents soins nécessaires. Le
sport est également un domaine où l’analyse automatique des gestes mais
aussi des interactions sociales et la communication entre les joueurs se met
au service de la performance. Par exemple, pour les sports collectifs de haut
niveau, les performances techniques des joueurs ne sont plus à démontrer
et l’issue d’un match se base bien souvent sur leur état psychologique.
L’analyse du langage corporel et la détection d’attitudes révélatrices de la
dynamique du groupe sont alors des nouvelles données très importantes
pour les psychologues du sport. La compréhension des gestes est également
en jeu pour les thématiques industrielles. Que ce soit pour vérifier qu’un
technicien a correctement effectué un geste sur une chaîne de production
ou pour le corriger pendant son apprentissage, une analyse précise de ses
gestes techniques est impérative. Enfin dans l’industrie, certaines tâches ne
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peuvent être complètement automatisées mais les robots peuvent aider les
techniciens dans leur travail, c’est la robotique collaborative. Dans ce cadre,
il est indispensable que le robot comprenne les actions du technicien pour
l’assister correctement dans sa tâche et rendre les interactions entre robot
et humain fluides.

Figure 1.1 – Différents domaines d’application de l’analyse du comportementhumain.

La problématique de l’analyse du comportement humain peut être abor-
dée par différentes questions. La première question est "Que se passe-t-il
dans la scène?", l’objectif est de reconnaître les actions en cours.

Ensuite, la deuxièmequestion est "Qui réalise cette action?" ou "Qui prend
part à cette activité?", là nous cherchons à associer les actions reconnues
aux personnes dans la scène. L’analyse peut être faite pour un individu, un
groupe de personnes lorsqu’il s’agit d’interactions sociales par exemple ou
bien plus globalement sur toute une foule. Plus la densité de personne est
importante, plus il est difficile d’analyser les individus indépendamment les
uns des autres. L’analyse des comportements de foule est un axe d’étude à
part entière [LCL+11, SRV+20, FLP16] car elle est très liée à la détection des
évènements anormaux dont la définition elle-même est ambiguë car basée
sur la question "qu’est-ce que la normalité?".

Par le pronom "Qui", on peut également chercher à identifier la personne
qui réalise l’action. En effet, pour les technologies d’assistance, la personnali-
sation du service est importante : il faut être capable d’analyser le bon sujet.
L’axe de recherche lié à cette problématique est la ré-identification de per-
sonnes qui est également une thématique de recherche à elle seule [DAL+22,
WZT+22]. La ré-identification regorge de défis scientifiques : Comment recon-
naître une même personne avec des points de vue et des résolutions diffé-
rentes? Comment distinguer deuxpersonnes habillées de façon très similaire,
avec des uniformes par exemple? Comment s’affranchir du fond et extraire
une caractéristique propre à la personne?
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On peut vouloir caractériser la manière dont est réalisée une action en
se posant la question "Comment?". La réponse peut être déclinée selon dif-
férents aspects. Au niveau des émotions, la personne est-elle heureuse de
réaliser cette activité? Ou au contraire, est-elle en colère au moment de réali-
ser l’action? S’il s’agit d’une activité de groupe, les personnes impliquées sont-
elles complices? Ou au contraire, expriment-t-elles de l’énervement l’une en-
vers l’autre? L’analyse des émotions est également un large champ de re-
cherche à part entière en vision par ordinateur [ACC18, XWWL22]. Les mé-
thodes actuelles fonctionnent bien pour des émotions "jouées" où l’on dis-
tingue très facilement les 6 émotions primaires qui sont la joie, la tristesse, le
dégoût, la colère, la peur et la surprise, à condition d’avoir une résolution suf-
fisante sur le visage de la personne.Mais dans la plupart des cas, les émotions
sont beaucoup plus subtiles et dans ces cas, la problématique est encore loin
d’être résolue.

Un autre aspect est l’intensité mise par l’individu pour réaliser l’action. Par
exemple, cette personne mange-t-elle calmement ou est-elle pressée? Porte-
t-elle un carton facilement ou avec difficulté? Tire-t-elle une autre personne
doucement ou fortement? On peut également chercher à mesurer la préci-
sion dans la réalisation d’un geste. Tel geste a été effectuémais était-il précis ?
Correctement réalisé?

Enfin, la dernière question à se poser pour obtenir une analyse du com-
portement complète est "Avec quoi ?". En effet, l’action peut impliquer des
éléments de la scène comme certains objets : la personne tire cette valise, la
personne lance cette balle, etc.

Dans ces travaux, nous abordons l’analyse du comportement de manière
centrée sur chaque personne de la scène en cherchant à reconnaître leur ac-
tivité et nous nous intéressons également aux objets impliqués.

La figure 1.2 illustre une description détaillée d’une scène dans le cadre
d’une application de vidéo protection.

Définition de la vision par ordinateur
La vision par ordinateur quant à elle est la science qui cherche à com-

prendre et à automatiser les tâches que le système visuel humain est capable
d’effectuer. Dans ce cadre, les données utilisées sont donc des images, des
vidéos ou encore des données 3D. La vision est un moyen particulièrement
adapté d’accéder à l’interprétation des comportements humains car on peut
viser la même interprétation que le cerveau humain. Les images contiennent
une information riche sur le contexte de réalisation de l’actionmais les vidéos
permettent une analyse temporelle des mouvements qui est indispensable
pour certaines applications. Cependant le traitement vidéo est beaucoup
plus gourmand en ressources de calcul en raison de l’ajout de la dimension
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Figure 1.2 – Exemple d’une description complète d’une scène répondant auxquestions : "Quoi ?", "Qui ?" par la localisation des actions uniquement, dansle contexte de vidéo protection, on ne connaît pas forcément l’identité detoutes les personnes présentes, "Comment?" et "Avec quoi ?". Étant donné larésolution de l’image, il n’est pas possible de détecter les émotions sur lesvisages. Image issue du jeu de données MALL [CLGX12]

temporelle. Les données 3D peuvent également apporter une meilleure
compréhension de la scène et notamment de la profondeur dans l’image
pour modéliser la position des individus les uns par rapport aux autres ou
estimer dans l’espace avec précision les poses des personnes.

Apprentissage machine pour la vision
Il existe différents paradigmes d’apprentissage pour aborder l’analyse du

comportement humain. Le plus largement utilisé est l’apprentissage super-
visé qui a pour but d’optimiser un modèle pour une tâche précise en exploi-
tant des données pour lesquelles la réponse à la tâche est connue (ce sont
les labels). Une fois entraîné, le modèle est capable de prédire la réponse
à une nouvelle donnée d’entrée. L’apprentissage non supervisé quant à lui
exploite des données non annotées. Une variante est l’apprentissage auto-
supervisé qui se base sur une tâche prétexte pour créer automatiquement
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des labels. Un intermédiaire est l’apprentissage semi-supervisé qui a pour ca-
ractéristique d’utiliser à la fois des données annotées et des données non an-
notées. Plus récemment, des techniques d’apprentissage par renforcement
ont également été utilisées pour l’analyse du comportement [VRCHTA21]. Le
problème est posé de façon à pouvoir être résolu par une prise de décision
séquentielle. La figure 1.3 illustre ces différents paradigmes d’apprentissage
automatique.

L’apprentissage supervisé est bien maîtrisé aujourd’hui et donne de bons
résultats à condition d’avoir les données annotées nécessaires en nombre
suffisant et souvent très conséquent. L’apprentissage auto-supervisé pré-
sente donc un gros avantage, celui de ne pas avoir besoin de données
annotées mais la tâche prétexte n’est pas évidente à définir pour obtenir
l’espace de représentation propice à la bonne résolution de la tâche finale
visée. L’apprentissage semi-supervisé présente des résultats intéressants à
condition que la distribution des données non annotées ne soient pas trop
éloignée de celle des données annotées.

Figure 1.3 – Illustration des différents paradigmes d’apprentissageautomatique. Image issue de l’article [PJDC21]
Dans les travaux présentés dans ce manuscrit, nous nous intéressons

donc à l’automatisation de l’analyse du comportement centré sur une
personne donnée en appliquant des méthodes d’apprentissage supervisé à
des données de type image ou vidéo. Dans le chapitre 5, je présente d’autres
travaux portant cette fois-ci sur un autre paradigme d’apprentissage :
l’apprentissage auto-supervisé.
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1.2 . Verrous scientifiques de l’analyse du comportement parvision
Généralisation du modèle aux paramètres d’acquisition
Contrairement à la segmentation d’objet qui demande une analyse

à l’échelle pixellique et qui est une tâche en partie résolue aujourd’hui
[WDC+22], l’analyse du comportement humain requiert une compréhension
globale de l’image pour modéliser une situation, une scène, un évènement
avec un niveau sémantique élevé.

De plus, l’analyse du comportement humain demande une généralisation
à de nombreux paramètres tels que : le changement de sujet, la manière
de réaliser une action, la vitesse d’exécution, le contexte et l’environnement
de réalisation ou encore le point de vue de la caméra. Ces différents chan-
gements entraînent des problèmes de variabilités auxquels la méthode
d’analyse doit être robuste. Le changement de point de vue est l’un des
paramètres qui peut apporter le plus de variabilité dans la visualisation d’une
même scène. Par exemple, les applications de vidéo protection utilisent
un point de vue haut et plongeant pour pouvoir observer le plus grand
champ possible et limiter les occultations. Au contraire, il existe de plus
en plus d’applications comme les lunettes connectées qui utilisent une vue
égo-centrique où la caméra est positionnée au niveau des yeux du sujet,
le point de vue sur la scène est alors bas et rasant [DDF+22]. La figure 1.4
illustre ces différents paramètres d’acquisition.

Données d’apprentissage
Les données utilisées pour l’entraînement des modèles sont la clé pour

tendre le plus possible vers cette généralisation. Sans données, l’apprentis-
sage supervisé n’est pas réalisable or la création d’une base de données est
une étape non négligeable car elle demande beaucoup de temps depuis la
collecte des données brutes jusqu’à leur annotation.

Aujourd’hui, acquérir des données image ou vidéo est une étape relati-
vement simple lorsque la tâche visée n’est pas spécifique à un certain cas
d’usage, le Web regorge de données brutes. Cependant, si l’objectif est de re-
connaître une tâche précise dans un contexte industriel par exemple, il faut
nécessairement passer par une étape de récolte de ces données. L’acquisition
peut alors être freinée par l’autorisation d’accès aux experts réalisant l’action
et même une fois l’autorisation obtenue, la mise en oeuvre peut être longue
pour obtenir un jeu de données conséquent.

Ensuite, obtenir l’annotation adéquate s’avère beaucoup plus complexe
et coûteux car extrêmement chronophage surtout lorsque les données sont
des vidéos. Effectivement, annoter un clip vidéo revient à annoter toutes les
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Figure 1.4 – Illustration des différents paramètres auxquels les méthodesd’analyse du comportement humain doivent être invariantes : lechangement de sujet, le changement de contexte, le changement de pointde vue et le changement de vitesse d’exécution.

images qui le composent. De plus, segmenter précisément le début et la fin
d’une action dans une vidéo n’est pas trivial. Par exemple pour une activité
longue, choisir l’image précise du clip vidéo à partir de laquelle l’activité dé-
marre est une tâche ambiguë tout comme l’annotation d’un évènement court
dans une vidéo par une seule image. Si les scènes sont denses, il est néces-
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saire d’avoir une annotation exhaustive sur l’ensemble des personnes pré-
sentes dans la scène. Le travail de localisation d’un individu et l’annotation de
son activité est donc multiplié par le nombre de personnes.

De nombreux projets et travaux de recherche s’intéressent aujourd’hui
au développement d’outils et de briques technologiques visant à faciliter l’an-
notation. Par exemple, mon laboratoire développe l’outil d’annotation Pixano
qui intègre des modèles d’analyse de scène permettant une pré-annotation
automatique des données (https ://pixano.cea.fr).

La communauté scientifique met de plus en plus à disposition des jeux
de données annotés mais ces derniers sont trop souvent hétérogènes au
niveau des annotations, non équilibrés et surtout trop peu représentatifs
des nombreux cas réels.

Temps de calcul
La plupart des applications requièrent un traitement rapide, voire une

réponse en temps réel tout en tournant sur un matériel embarqué. Au-
jourd’hui, pour obtenir des analyses performantes des données vidéo, la
tendance est aux réseaux de neurones de plus en plus lourds [WLL+22]. Des
technologies telles que la reconnaissance faciale peuvent être facilement
embarquables en temps réel mais c’est encore loin d’être le cas pour des
applications d’analyse de l’activité.

Fenêtre temporelle d’analyse
La fenêtre temporelle d’analyse est également un verrou de l’analyse du

comportement humain. En effet, unemême application peut vouloir analyser
des comportements allant de la seconde à plusieurs minutes. Comment
choisir la fenêtre d’analyse pour à la fois détecter des évènements très brefs
et des situations demandant une agrégation d’informations temporelles plus
longue? Le risque de choisir une fenêtre d’analyse trop grande est d’effacer
l’information utile à la détection des évènements de courte durée. A l’inverse,
une fenêtre de temps trop petite limiterait la compréhension d’une activité
longue.

Modalités d’entrée
Comment choisir la bonne modalité d’entrée? Dans le cas de l’analyse du

comportement humain, l’image seule permet d’obtenir le contexte de réalisa-
tion d’une action ou d’une activité ce qui est un fort indice pour reconnaître sa
classe cependant dans la majorité des applications, certains comportements
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nécessitent une analyse temporelle dans des séquences vidéo. En effet, la
modalité image est souvent insuffisante pour distinguer deux gestes tels que
"prendre" ou "poser" par exemple. Cependant, les approches exploitant des
données d’entrées de type vidéo sont logiquement beaucoup plus coûteuses
en ressources de calcul. La dimension supplémentaire nécessite une modé-
lisation spatio-temporelle plus complexe, ainsi que de grands corpus de vi-
déos annotées. Se posent également la problématique de la détermination
de l’échelle temporelle d’observation et le problème demodélisation des évè-
nements de longue durée. Toutes ces difficultés font que lesméthodes d’ana-
lyse vidéo ont une maturité moindre que les approches fondées sur l’analyse
d’une seule image.

Un des défis des méthodes utilisant la vidéo est de correctement modéli-
ser lemouvement en faisant abstraction du contexte. Pour contraindre lamé-
thode à se focaliser sur le mouvement, l’utilisation du flot optique est intéres-
sante car il permet de s’affranchir du contexte mais il est souvent coûteux en
calcul. La différence d’image est alors une alternative pertinente. Cependant,
l’utilisation du mouvement seul en s’affranchissant du contexte présente la
faiblesse de n’utiliser qu’une information de très bas niveau sémantique.

1.3 . Différents niveaux de description sémantique du compor-tement humain
La compréhension du comportement humain peut s’étudier à différents

niveaux sémantiques :
• Le geste : est un mouvement unitaire, court dans le temps, de l’ordre
d’une à deux secondes. La variabilité de l’exécution d’un geste est limitée
ce qui facilite sa reconnaissance. En effet, les gestes ne sont pas étudiés
pour être reconnus mais plutôt pour analyser la précision d’un geste
technique commedans les domaines sportifs ou industriels. Le principal
défi réside en la variabilité de point de vue et de contexte de réalisation
du geste.

• L’action : est composée de plusieurs gestes, sa réalisation est de l’ordre
de plusieurs secondes. La variabilité d’exécution d’une action est plus
grande que celle du geste, la tâche de reconnaissance d’action n’est
donc pas triviale.

• L’activité : est composée d’actions et est beaucoup plus longue dans le
temps. En effet, une activité a un temps de réalisation de l’ordre de plu-
sieurs minutes voire plusieurs heures. Son niveau sémantique est élevé
tout comme la variabilité de son exécution. La reconnaissance d’activi-
tés est donc une tâche complexe à modéliser.

• L’interaction : met en relation deux instances via un geste, une action
ou une activité. Une interaction peut avoir lieu entre un humain et un
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objet ou entre plusieurs humains. L’analyse des interactions implique
un niveau de description sémantique très élevé qui demande une
compréhension plus fine du contexte de la scène. Le principal défi
concerne l’association entre l’humain et la cible de l’interaction.

Pour illustrer ces quatre niveaux de description sémantique du compor-
tement humain, prenons l’exemple de la préparation d’un repas : l’activité est
"cuisiner" qui est composée de plusieurs actions telles que "couper", "verser"
ou "mélanger" qui sont elles-mêmes composées de gestes tels que "tendre le
bras" ou "porter à la bouche". L’interaction reprend ces différents verbes et
y ajoute un objet cible : "couper avec ce couteau", "verser dans ce saladier",
"porter à la bouche avec cette fourchette". La figure 1.5 illustre ces 4 niveaux
sémantiques.

Figure 1.5 – Les différents niveaux sémantiques de l’analyse ducomportement humain
Dans la pratique, ces différents niveaux sémantiques sont généralement

traités individuellement compte tenu de la longueur de la fenêtre d’obser-
vation qui est très relative au niveau sémantique choisi. Cependant, malgré
ces définitions, la frontière entre ces quatre niveaux sémantiques n’est pas
toujours facile à placer ce qui constitue une complexité supplémentaire en
soi. En effet, "ouvrir un tiroir", "fermer une porte", sont souvent interprétés
comme des actions, tellement courtes qu’elles s’apparenteraient plutôt à des
gestes.
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Contre intuitivement, plus le niveau sémantique est élevé, plus il est facile
de comprendre la situation grâce à une seule image. En effet, un humain est
tout à fait capable de dire si une personne dort, mange ou lit, qui sont des
activités, avec une seule image à sa disposition. Au contraire, distinguer les
gestes "prendre" ou "poser" un objet nécessite quelques images consécutives
pour comprendre le sens du mouvement. Certaines activités sont effective-
ment très liées au contexte alors que d’autres sont définies temporellement
à partir des mouvements.

1.4 . Tâches de vision pour l’analyse des actions et Méthodesd’apprentissage supervisé
Tâches de vision pour l’analyse des actions
En vision par ordinateur, l’analyse des actions se déclinent en plusieurs

tâches étudiées dans la littérature de façon disjointe les unes des autres. Pour
chacune de ces tâches, des jeux de données sont disponibles et sont pour la
plupart, spécifiquement annotés pour le type de tâche en question. La liste
ci-dessous a pour but d’être la plus exhaustive possible quant aux différentes
tâches étudiées par la communauté scientifique.

• La classification (ou reconnaissance) : Dans ce cas d’usage, l’image ou
le clip vidéo contient un ou plusieurs comportements humains. L’objec-
tif est de reconnaître ces comportements à partir de l’image ou de la
vidéo prise dans sa globalité, autrement dit d’estimer la ou les bonnes
étiquettes, en cas de classification multi-labels, parmi une liste prédéfi-
nie. C’est par exemple le cas pour les jeux de données UCF-101 [SZS12]
ou Kinetics [KCS+17].

• La détection : Dans ce cas d’usage, l’image contient plusieurs per-
sonnes où la vidéo enchaîne plusieurs comportements. L’objectif est
ici de reconnaître ces comportements mais également de les localiser
spatialement et/ou temporellement. C’est par exemple le cas pour les
jeux de données AVA [GSR+18] et Epic-Kitchens [DDF+22]. La figure 1.6
illustre la différence entre la classification et la détection.

• Le repérage des actions (ou action spotting en anglais) : L’objectif est
de détecter des évènements dans une vidéo en estimant précisément
l’instant où ils sont apparus. Les applications sont principalement
dans le domaine sportif où l’on souhaite détecter automatiquement
une liste d’actions en vue d’établir le résumé automatique d’un match
par exemple. SoccerNet [GADG18] est un exemple de jeu de données
d’action spotting pour l’analyse de matches de football.

• La description d’images ou de vidéos (ou image or video captioning
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en anglais) : L’objectif est de générer une phrase syntaxiquement cor-
recte qui décrit ce qui se passe dans une image ou dans un clip vidéo.
Plusieurs jeux de données existent également pour cette tâche comme
ActivityNet captioning [KHR+17] ou YouCook2 [ZXC18].

• La segmentation de vidéos non-supervisée : Les labels des classes
ne sont pas déterminés à l’avance, l’objectif est de découper la vidéo en
fonction de la cohérence visuelle et temporelle de chaque segment. Les
travaux [SY18] utilisent par exemple le jeu de données Breakfast [KAS14]
pour évaluer cette tâche.

Figure 1.6 – Différences entre classification et détection d’actions
La figure 1.7 illustre les différentes tâches listées pour analyser des

actions. La classification est la plus simple à la fois à annoter et à modéliser
(bien sûr dans la limite des verrous à la généralisation cités précédemment
et illustrés figure 1.4). Il n’y a pas d’ambiguïté possible puisque l’ensemble de
l’image ou de la vidéo doit correspondre aux classes annotées. La détection
a un plus grand intérêt dans l’objectif de déployer le système final dans le
monde réel. En effet, dans la plupart des cas les scènes contiennent plusieurs
personnes et les flux vidéo ne sont pas pré-segmentés. Cependant la tâche
de détection est forcément plus complexe car elle nécessite de comprendre
où et quand se passe l’action en plus de la reconnaître. L’action spotting
est une tâche très difficile car elle demande une grande précision sur la
localisation temporelle de l’action, les performances actuelles des modèles
sur le jeu de données SoccerNet sont de l’ordre de seulement 60% de bonne
localisation des actions. Enfin l’image captioning, dépend très fortement
du jeu de données utilisé. Actuellement les phrases descriptives générées
sont limitées au contexte de la scène mais ne rentrent pas dans les détails
spatio-temporels. De plus, l’image captioning rajoute la difficulté de générer
une phrase syntaxiquement correcte en plus de la compréhension de la
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scène.

Figure 1.7 – Illustration des différentes tâches de vision pour l’analyse desactions. Jeu de données exemple : UCF-101 [SZS12], AVA [GSR+18], SoccerNetaction spotting [GADG18], ActivityNet captioning [KHR+17]
Méthodes d’apprentissage supervisé
Le principal paradigme utilisé pour modéliser ces tâches est l’apprentis-

sage supervisé qui a beaucoup évolué ces dernières années. On distingue
aujourd’hui les méthodes classiques d’apprentissage automatique des mé-
thodes d’apprentissage profond basé sur les réseaux de neurones.

La différence majeure entre les méthodes classiques d’apprentissage au-
tomatique et l’apprentissage profond est le type de données en entrée. En
effet, les méthodes classiques d’apprentissage automatique nécessitent une
étape de pré-traitement des images ou des vidéos avec des descripteurs ad-
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hoc pour en extraire des caractéristiques visuelles qui seront les données
d’entrées du modèle. Les méthodes d’apprentissage profond quant à elles,
apprennent un réseau de neurones avec de nombreuses couches cachées.
L’entrée de ces réseaux peut être les mêmes descripteurs "faits à la main" uti-
lisés par les méthodes classiques d’apprentissage automatique mais, et c’est
là la grande différence, également directement être les images ou les vidéos.
On parle dans ce cas d’apprentissage de bout-en-bout. Cesméthodes utilisent
directement l’image ou la vidéo et apprennent à extraire des caractéristiques
pertinentes en même temps qu’elles apprennent le modèle.

L’apprentissage profond a littéralement révolutionné le monde de la vi-
sion par ordinateur. En effet, les performances des réseaux de neurones sur
des tâches telles que la détection d’objet a nettement surpassé celles desmé-
thodes classiques d’apprentissage à condition d’avoir une base de données
d’exemples conséquente. Effectivement, un point limitant de l’utilisation des
réseaux de neurone est la quantité de données nécessaires pour obtenir un
modèle qui soit le plus généralisable possible. De plus, étant donné que l’ap-
prentissage profond permet d’entraîner un modèle à extraire les caractéris-
tiques, les résultats de cesméthodes sont beaucoup plus difficiles à expliquer
que les estimations des méthodes classiques d’apprentissage automatique
basées sur des caractéristiques extraites "à la main". En effet, même si des
techniques telles que GradCam [SCD+17] facilitent quelque peu l’interpréta-
tion des résultats, l’explicabilité des réseaux de neurones est aujourd’hui un
domaine de recherche à part entière. Enfin, si détecter des personnes dans
une image est une tâche en grande partie résolue par l’apprentissage pro-
fond car analyse l’image à une échelle pixellique, c’est encore loin d’être le cas
quand la tâche demande de préciser l’action ou l’activité réalisée par cette
personne. En effet, ce niveau de description sémantique plus élevé demande
une compréhension plus fine du contexte de la scène, ce qui est beaucoup
plus complexe à modéliser.

1.5 . Positionnement des travaux et contributions
Parmi toutes les façons d’aborder l’analyse du comportement humain et

tous les défis qui y sont liés, j’ai choisi d’étudier la détection temporelle des
activités du quotidien dans des vidéos. Au moment de mes travaux, la recon-
naissance d’action était surtout ciblée sur des actions courtes voire des gestes
et les jeux de données disponibles présentaient des exemples filmés dans des
environnements de laboratoire. La thématique de recherche autour des acti-
vités longues n’était pas encore développée notamment par manque de don-
nées publiques exploitables. La tâche est difficile car les activités présentent
beaucoup de variabilité au sein d’une même classe mais les applications sont
nombreuses et peuvent contribuer à répondre à de vrais enjeux de société.
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Dans une société vieillissante, le sujet du suivi et du maintien des personnes
à domicile est plus que jamais d’actualité, ce qui en fait une vraie source de
motivation pour mes recherches.

J’ai donc constitué la première base de données publique d’activités
longues, nommée DAHLIA (DAily Home LIfe Activity Dataset) dans laquelle une
cinquantaine de personnes effectuent les activités du quotidien réalisables
dans une cuisine : faire le ménage, cuisiner, manger, faire la vaisselle, etc. La
création d’un jeu de données comme DAHLIA comporte ses propres difficul-
tés car elle demande beaucoup de préparation (réflexion méthodologique
sur les scénarios, la représentativité des activités, etc.), de temps d’enregistre-
ment et de post-traitement. Le rendre public s’avère encore plus compliqué,
après avoir récolté le consentement des acteurs, il est indispensable de
respecter le processus RGPD de respect des données personnelles. La mé-
thode d’apprentissage DOHT (Deeply Optimized Hough Transform) m’a permis
d’élaborer des résultats de référence et aujourd’hui, DAHLIA est activement
utilisé par la communauté scientifique [NGA+18, DMG+19, NB19, AAC+20].

Les performances de reconnaissance d’activité longue se dégradent rapi-
dement lorsque le point de vue ou le contexte n’est pas le même que celui
des données d’apprentissage. Le lieu unique est effectivement la principale
limite du jeu de données DAHLIA. De manière à généraliser la tâche et à
tenter de s’affranchir de la grande variabilité de réalisation des activités, je
me suis intéressée à la détection des interactions entre les personnes et
les objets. Cette tâche permet d’analyser les activités plus finement en les
découpant en sous-actions. Le but de la détection des interactions dans
des images est d’associer une personne et un objet par l’intermédiaire d’un
verbe d’action afin de former un triplet < sujet , verbe, objet >. Au début de
ces travaux, les approches existantes étaient toutes fondées sur l’analyse
de l’ensemble des paires possibles de l’image composées d’un humain et
d’un objet. La complexité de ces méthodes est de fait quadratique avec le
nombre d’objets présents dans la scène. Visant des applications temps réel,
j’ai cherché à proposer des méthodes dont le temps d’inférence n’est pas une
contrainte pour le déploiement de l’algorithme. Ces travaux ont conduit à la
conception de la méthode CALIPSO (Classifying ALl Interacting Pairs in a Single
shOt) qui est la première méthode single shot de classification d’interactions,
c’est à dire qu’elle estime les interactions en un seul passage dans le réseau
de neurones en plus d’être compétitive sur les jeux de données de référence
en détection d’interactions.

CALIPSO a la particularité d’être agnostique au détecteur d’objets. C’est-à-
dire qu’au moment de l’inférence, n’importe quel détecteur d’objets peut être
utilisé. Cependant, certaines applications, notamment les applications em-
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barquées, ne peuvent se permettre de faire tourner deux réseaux distincts
en raison des contraintes de puissance de calcul et de mémoire. J’ai donc
étendu l’approche CALIPSO à l’architecture multi-tâches DIABOLO (Detecting
InterActions By Only Looking Once) qui est capable d’apprendre la détection
d’interactions et la détection d’objets au sein d’unmême réseau de neurones.
L’étude de l’apprentissage conjoint des deux tâches ont permis d’améliorer
nettement les résultats puisque DIABOLO est la méthode donnant les
meilleures performances sur le jeu de données le plus utilisé en détection
d’interactions.

Enfin, les interactions entre personnes sont très peu représentées dans
les jeux de données d’interactions. L’analyse du comportement humain ne
peut être complet si la détection des interactions sociales ou des interactions
violentes ne sont pas représentées. J’ai également pu noter que la taxonomie
des jeux de données publiques pour la détection d’interactions est souvent
trop liée au contexte de réalisation des interactions plutôt qu’à l’attitude
des personnes et utilise souvent des verbes synonymes. Le contexte biaise
fortement le modèle qui prédit cette interaction à chaque fois qu’il le détecte
mais n’est plus capable d’estimer cette interaction dans un environnement
différent. De manière à s’affranchir de ses limitations, j’ai créé le jeu de
données H²O (Human-to-Human-or-Object interaction dataset) qui est aujour-
d’hui le seul à proposer à la fois des interactions entre personnes et des
interactions entre des personnes et des objets. La taxonomie liée à ce jeu
de données a également été revue pour être moins liée au contexte de
réalisation mais plus à la gestuelle de l’interaction ce qui permet de décrire
les scènes plus finement. H²O est aujourd’hui disponible publiquement pour
la communauté scientifique.

Mes recherches sont structurées autour de deux axes : la détection d’ac-
tivités et la détection d’interactions. Le chapitre 2 présente mes contributions
sur la détection d’activités longues de la vie quotidienne. La première section
de ce chapitre dresse un état de l’art sur les méthodes d’apprentissage su-
pervisées appliquées à la détection d’activités et établit un aperçu des jeux de
données disponibles. La suite de ce chapitre décrit la proposition du nouveau
jeu de données DAHLIA et des résultats de référence de détection d’activités
sur ce jeu.

Le chapitre 3 exposemapremière contribution en détection d’interactions
avec la proposition de CALIPSO, une nouvelle méthode single shot. Dans ce
chapitre, nous donnons d’abord un état de l’art sur les méthodes d’appren-
tissage supervisées appliquées à la détection d’interactions et un panorama
des jeux de données disponibles, puis nous décrivons en détail la méthode
CALIPSO et les résultats obtenus.
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Le chapitre 4 présente ma deuxième contribution en détection d’interac-
tions : la création d’un nouveau jeu de données d’images d’interactions entre
personnes et entre une personne et un objet, H²O et la proposition d’une
nouvelle approche, DIABOLO, une extension de CALIPSO capable de détec-
ter simultanément les objets et leurs interactions. Cette méthode fournit des
résultats de référence compétitifs pour H²O.

Je présente dans le chapitre 5 mes autres travaux de recherche autour de
la thématique de l’analyse du comportement humain qui ne sont pas l’objet
principal du mémoire, mais permettent d’ouvrir des axes de travail complé-
mentaires.

Le chapitre 6 résume mes contributions et propose des perspectives aux
travaux présentés.

Enfin, le chapitre 7 liste l’ensemble de mes publications.
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2 - Détection d’activités : DAHLIA, le premier
jeu de données d’activités longues
Nous vivons aujourd’hui dans une société de plus en plus vieillissante

où les besoins en technologies de maintien à domicile et de surveillance de
l’activité des personnes âgées sont grands. Ce constat a motivé nos travaux
de recherche sur la détection des activités longues du quotidien. L’objectif
est de détecter les moments de la journée où une personne a cuisiné, pris
son repas, travaillé, etc, afin de dresser un portrait de sa journée type et ainsi
détecter une potentielle perte d’autonomie si elle ne réalise plus l’une de ces
activités ou la réalise différemment.

Dans ce chapitre, nous commençons par dresser un état de l’art sur les
méthodes de reconnaissance des actions et détaillons les jeux de données
disponibles. Le manque de bases de données pour la détection des activi-
tés longues nous a poussé à créer le premier jeu de données d’activités du
quotidien, DAHLIA (DAily Home LIfe Activity Dataset) : non segmenté, enregistré
depuis 3 points de vue dans un environnement réaliste et faisant apparaître
44 sujets différents, ce qui est le plus grand nombre de sujet présent dans
une base de données d’actions. DAHLIA est présenté dans la deuxième partie
de ce chapitre.
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2.1 . État de l’art de la détection d’activités dans des vidéos
2.1.1 . Principe

Il est important de distinguer la reconnaissance d’actions de la détection.
L’objectif de la reconnaissance d’actions est de classifier un clip vidéo pré-
segmenté contenant une seule ou plusieurs étiquettes d’action dans le cas
multi-labels. Le modèle analyse le clip-vidéo dans sa globalité. Au contraire, la
détection d’actions s’intéresse aux vidéos plus longues enchaînant plusieurs
actions ou activités, l’objectif est de délimiter temporellement voir spatiale-
ment chaque action. Ces deux notions sont détaillées et illustrées dans le
premier chapitre, section 1.4.

Les travaux de l’état de l’art s’intéressent en grande majorité à la recon-
naissance d’actions et appliquent ensuite le modèle sur une fenêtre tempo-
relle glissante pour résoudre la tâche de détection.

2.1.2 . Méthodes classiques d’apprentissage automatique pour lareconnaissance d’actions
Au moment de mes travaux, les méthodes d’apprentissages profond

commencent tout juste à connaître l’essor qui les ont porté jusqu’à leur
succès aujourd’hui. C’est pourquoi je réserve une partie de l’état de l’art
aux méthodes classiques d’apprentissage automatique qui donnaient les
meilleurs résultats de classification d’actions en 2016.

Les méthodes classiques d’apprentissage automatique s’appliquent en
deux étapes : la première consiste à extraire des caractéristiques des don-
nées d’entrée tandis que la deuxième étape apprend de manière supervisée
à classifier ces caractéristiques.

Extraction des caractéristiques
Les caractéristiques ont pour but de représenter le contenu du clip vidéo.

Pour que le classifieur puisse ensuite généraliser les classes d’actions, les ca-
ractéristiques doivent être invariantes aux rotations, translations et change-
ment d’échelles, invariantes face aux transformations affines et au bruit ainsi
que robustes aux changements de luminosité.
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La première étape pour extraire des caractéristiques est la détection
de points d’intérêt. Différentes méthodes permettent de les localiser dans
l’image : Le détecteur de coin Harris [Lap05] et sa variante 3D [Lap05], les
SIFT [Low04], les points à partir de filtres de Gabor [DRCB05] ou encore les
points Hessian 3D [WTVG08].

Pour une analyse temporelle, il est ensuite pertinent de suivre ces points
d’intérêt temporellement. En les suivant au cours du temps, on obtient des
trajectoires de points saillants. Une des premières méthodes de suivi de
points d’intérêt est le KLT tracker [LK+81] qui se base sur une correspondance
des points entre des images successives. En 2013, [WS13] introduisent les iDT
(improved Dense Trajectories). Basés sur les trajectoires de points extraits sur
une grille dense, les iDT estiment le mouvement global de l’image demanière
à rendre l’extraction de trajectoires robustes aux mouvements de la caméra.

Une fois les points d’intérêt détectés et éventuellement suivis, il est
nécessaire de les caractériser pour qu’ils puissent décrire le contenu spatiale
et temporel local. Parmis les descripteurs les plus répandus, nous trouvons
les Histogrammes de gradients orientés (HOG) [DT05] et les Histogrammes
de flux optiques (HOF) [DTS06]. Les HOG décrivent l’apparence spatiale locale
par le calcul d’un histogramme qui modélise les différentes directions du
gradient sur la région étudiée. [KMS08] proposent une extension des HOG à
la modalité spatio-temporelle en introduisant les HOG3D. Les histogrammes
sont calculés en utilisant des gradient avec une dimension temporelle
supplémentaire. Les HOF sont basés sur le même principe que les HOG mais
utilisent les directions principales du flux optique à la place du gradient.

A partir des descripteurs HOF, [DTS06] proposent les descripteurs
MBH (Motion Boundary Histograms). Ils sont fabriqués à partir des dérivées
spatiales (horizontale et verticale) du flux optique. Seules les variations du
flux optiques sont prises en compte ce qui correspond aux contours des
mouvements d’où le nom de frontière.

Depuis 2010, des capteurs permettant de récupérer les cartes de pro-
fondeur de la scène à bas coût ont fait leur apparition tels que la Kinect, la
Asus Xtion ou encore la Camine PrimeSense. Des descripteurs issus de cartes
de profondeur ont donc été proposés. Nous pouvons par exemple citer :
les DSTIPS [XA13], le BSC Body Surface Context) [STLY14] ou encore les DMM
(Depth Motion Maps) [YZT12].

De manière à avoir une analyse plus centrée sur la gestuelle des sujets
réalisant les actions, des travaux autour de l’analyse du squelette des
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personnes ont vu le jour. L’objectif est de décrire la pose des personnes
impliquées dans la scène à chaque instant de la vidéo. Ces squelettes peuvent
être extraits à partir de dispositifs spécialisés comme la motion capture ou
bien à partir des cartes de profondeur [GSK+11, SFC+11].

Classifieurs
Les SVM [HDO+98] ont eu beaucoup de succès pour la reconnaissance

d’actions, particulièrement avec les méthodes utilisant des points d’intérêt
[Lap05, DRCB05] mais la classification est globale et ignore la cohérence tem-
porelle des descripteurs sur l’intégralité de la vidéo. De nouvelles méthodes
ont donc proposé des approches séquentielles basées sur les modèles de
Markov cachés (HMM) [AQMM07, LN06, FST98]. Les HMM ont l’avantage de
pouvoir être appliqué à des tâches des détection cependant au moment de
l’inférence, ils nécessitent d’analyser la vidéo dans son intégralité afin de réali-
ser l’optimisation et d’obtenir la segmentation idéale. En 2013, [CHTAL13] pro-
pose la méthode DOHT (Deeply Optimized Hough Transform) de détection en
ligne basée sur les votes par transformée de Hough. Cette approche s’appuie
sur une accumulation progressive de descripteurs et affine ses hypothèses
au cours du temps. Elle a l’avantage de pouvoir utiliser en entrée n’importe
quel type de descripteur. [CHTAL14] a montré que le DOHT est une formula-
tion équivalente à un classifieur SVM. La figure 2.1 illustre le processus d’ap-
prentissage de l’algorithme DOHT et la figure 2.2 le processus de test. En 2019,
[VAL19] étudie différentesméthodes de fusion appliquées à différents niveaux
de l’algorithme DOHT : au niveau des descripteurs, au niveau des votes ou au
niveau des scores.

2.1.3 . Méthodes par apprentissage profond
Depuis mes travaux sur la reconnaissance d’actions, les méthodes par ap-

prentissage profond sont devenues les grandes incontournables de l’état de
l’art. Pour analyser un flux vidéo avec des réseaux convolutionnels, plusieurs
stratégies sont possibles :

• Appliquer des convolutions 2D à chaque image du clip et fusionner les
cartes de caractéristiques [KTS+14, WGGH18].

• Utiliser des convolutions 3Dprenant également en compte la dimension
temporelle [TBF+15, QYM17, CZ17, TWT+18, Fei20].

• Utiliser des réseaux récurrents comme les RNN ou les LSTM permet-
tant de garder en mémoire l’information issue des images précédentes
[DAHG+15, MS20]

• Utiliser une réseau à deux branches pour analyser en parallèle diffé-
rentes modalités d’entrée qui sont généralement les données RGB et
le flot optique [FPZ16, CZ17, FFMH19].
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Figure 2.1 – Procédure d’apprentissage de l’algorithme DOHT [CHTAL13].Image issue de l’article [VAL19]

Figure 2.2 – Procédure de test de l’algorithme DOHT [CHTAL13]. Image issuede l’article [VAL19]
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Depuis leur succès en traitement du langage, les méthodes à base de
transformer font également leur apparition dans l’analyse vidéo et c’est
aujourd’hui elles qui donnent les meilleurs résultats sur le jeu de données
Kinetics 400 [KCS+17], devenu le jeu de données de référence pour la
reconnaissance d’actions.

Le site de Pytorch Video (https ://pytorchvideo.org), propose une implé-
mentation des modèles les plus connus pour l’analyse vidéo et dresse un ta-
bleau des méthodes de référence et leur résultat avec un apprentissage en-
tièrement supervisé sur Kinetics [KCS+17]. La figure 2.3 est tirée du site web.
Les deux dernières lignes correspondent à une architecture transformer, les
autres sont des réseaux convolutifs. MViT [FXM+21], basé sur une architec-
ture transformer, se classe donc effectivement à la première place sur cette
sélection de méthode. Cependant, elle est loin d’être la plus légère et la plus
rapide. En effet, c’est X3D [Fei20] qui présente le meilleur compromis entre
performance et temps de calcul.

2.1.4 . Jeux de données
Ensembles de données pour la reconnaissance d’actions
Dans un premier temps, les ensembles de données proposés étaient

assez simples, ils étaient composés de clips vidéo très courts, dans des
environnements très contrôlés et avec des gestes brefs et peu diversifiés
[GBS+07]. Par exemple, le jeu de données KTH [SLC04], largement utilisé
pour la reconnaissance d’actions, contient de très courtes vidéos en noir et
blanc capturées sur un fond homogène comme l’illustre la figure 2.4.

Par la suite, les vidéos ont été extraites de flux réels tels que des émis-
sions de télévision, des films ou des vidéos provenant de sites Web [KJG+11].
Ces ensembles de données sont plus réalistes que les précédents, car les
arrière-plans sont remplis et les caméras sont en mouvement. Cependant,
les actions qui se produisent dans ces ensembles de données sont encore
courtes, et contiennent principalement un ou quelques gestes.

Avec l’émergence de capteurs de profondeur à faible coût comme la
Kinect, plusieurs ensembles de données RGB-D ont été publiés dont voici
les plus populaires. L’un des premiers ensembles de données d’actions
RGB-D publié est MSR-Action3D [ZG10] qui contient 20 actions exécutées
3 fois par 10 sujets. Les actions concernées sont courtes, comme "coup de
poing avant", "coup de pied latéral", "jogging", "service de tennis", etc. Les
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Figure 2.3 – Tableau des résultats des méthodes de références sur le jeu dedonnées Kinetics 400 [KCS+17]. Figure issue du sitehttps ://pytorchvideo.org. Références des méthodes : C2D [WGGH18], I3D[CZ17], Slowfast et ses variantes [FFMH19], CSN [TWTF19], R(2+1)D [TWT+18],X3D [Fei20], MVit [FXM+21]
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Figure 2.4 – Contenu du jeu de données KTH [SLC04]

auteurs ont fourni des séquences de profondeur et, plus tard, les données
du squelette ont également été publiées. Wang et al. [WLWY12] ont présenté
le jeu de données MSR Daily Activity, capturé avec une Kinect v1 et ont
fourni les images RGB, les cartes de profondeur et les squelettes. Les 16
actions réalisées étaient orientées vers un usage quotidien comme "boire",
"manger", "lire un livre", "jouer à un jeu", "s’asseoir", etc. La figure 2.5 illustre
quelques exemples du jeu de données MSR Daily Activity.

Figure 2.5 – Contenu du jeu de données MSR Daily Activity [WLWY12]
Sung et al. ont publié dans [SPSS11] un jeu de données appelé CAD-60

dans lequel 12 actions ont été capturées dans 5 environnements différents, à
savoir la salle de bain, la chambre à coucher, la cuisine, le salon et le bureau,
afin de diversifier le fond des actions.

Ces ensembles de données ne prennent en compte qu’un seul point de
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vue dans chaque exemple. Afin d’augmenter la variabilité intra-classe, mais
aussi de bénéficier de différents points de vue lors de l’étape de test, des
jeux de données de reconnaissance d’action multi-vues ont été introduits
[CQY+12, APNL13, OCK+13, NPMY13, KGS13]. Pour les jeux de données
UWA3D Multiview [RMDHM14] et NJUST [STLY14] les sujets effectuent chaque
action plusieurs fois, sous différentes vues latérales. La plupart de ces
ensembles ont été capturés simultanément avec deux ou trois capteurs
Kinect [NPMY13, KGS13].

ATC4² [CQY+12], l’un des premiers jeux de données multi-vues, a été col-
lecté en 2012. Il contient 14 classes correspondant à des actions quotidiennes
telles que "Boire", "Téléphoner", "Lire", "Jeter", etc. mais aussi deux actions en
relation avec des applications de santé à savoir "Tomber" et "Trébucher". Les
données de couleur, de profondeur et de squelette extraites de 4 capteurs
Kinect sont enregistrées.

Le jeu de données Berkeley MHAD [OCK+13] a été capturé avec différents
types de capteurs : un système demotion capture, 4 caméras stéréo, 2 Kinect,
6 accéléromètres et 4 microphones, pour explorer la complémentarité de
plusieurs modalités.

Afin de pallier le manque d’exemples dans les bases de reconnaissance
d’action, Shahroudy et al. [SLNW16] ont créé le jeu de données NTU RGB+D
contenant 56 880 exemples, capturés avec une Kinect v2. Ce nouveau jeu
de données, illustré figure 2.6, vise à faciliter l’utilisation des réseaux de
neurones dans le domaine de l’analyse d’actions qui commencent à être
utilisés au moment de mes travaux.

Depuis mes travaux, le jeu de données devenu référence en termes de
reconnaissance d’actions est le jeu Kinetics. Il est comparable à ImageNet
pour la modalité vidéo et est largement utilisé dans les recherches menées
sur le pré-apprentissage non-supervisé. En effet, Kinetics400 [KCS+17]
est composé de 216 000 vidéos pour l’apprentissage et de 18 000 pour la
validation, le tout annoté selon 400 classes d’actions. Nous pouvons citer
YouTube-8M [AEHKL+16] qui est également un des plus gros jeux de données
de reconnaissance d’action avec 8 millions de vidéos soit presque 500 000
heures.

Jeux de données pour la détection en ligne des actions
Dans la plupart des applications, la détection en ligne des actions est

beaucoup plus réaliste que la classification de clips vidéo. En effet, les flux
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Figure 2.6 – Contenu du jeu de données NTU RGB+D [SLNW16]

extraits d’environnements non contrôlés ne sont pas segmentés. En suivant
cette idée, les jeux de données composés de séquences continues contenant
plusieurs actions ont été créés [YLW09, RAD17].

Tout d’abord, des actions simples ("se lever", "s’asseoir", "porter", "saluer",
"boire", etc.) ont été effectuées dans un flux non segmenté [HYWT14]. Dans
[WZZZ13], Wei et al. ont fourni un ensemble de données dans lequel les sujets
effectuent plusieurs actions simultanément (parmi 12 actions). De plus, ces
actions peuvent interagir les unes avec les autres. Dans [RAD17], plusieurs
actions peuvent également se produire simultanément et les algorithmes
doivent alors détecter les actions à la fois spatialement et temporellement.

Wu et al. ont publié dans [WZSS15] un jeu de données relativement
important acquis avec le capteur Kinect v2. Il était demandé aux acteurs
d’effectuer plusieurs actions soit dans une cuisine, soit dans un bureau en
séquences continues. Ainsi, les vidéos ne sont pas coupées et conviennent
aux algorithmes de segmentation. Cet ensemble de données a été capturé à
13 endroits différents, avec un seul point de vue.

Rohrbach et al. ont présenté dans [RAAS12] et son extension [RRA+12] un
jeu de données contenant des séquences continues d’activités culinaires :
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Figure 2.7 – Contenu du jeu de données MPII Cooking Activities Dataset[RAAS12]

MPII Cooking Activities Dataset. Il est composé de 65 activités différentes
telles que "couper en tranches", "couper en dés", "éplucher", etc. réalisées
par 12 acteurs. Ils ont augmenté la variabilité en donnant des instructions
verbales aux acteurs pour qu’ils préparent un des 14 plats comme un sand-
wich ou une salade. La durée des vidéos varie de 3 à 41 minutes. La figure 2.7
illustre des exemples du jeu de données.

Dans le jeu de données DML Smart Actions [APNL13], les acteurs ont éga-
lement effectué une série d’actions sans interruption et sans instructions pré-
cises. Il a été enregistré à l’aide de 2 caméras HD et un capteur Kinect v1, four-
nissant 3 points de vue différents et une carte de profondeur de la scène.

2.1.5 . Positionnement des travaux
Si de nombreuses bases de données de gestes [NWM11, SPSS11, OCK+13]

ou d’actions [WLWY12, RAD17, WZSS15] existent dans la littérature, aucune
base de données d’activités longues n’a été publiée au moment de mes
travaux.

Nous souhaitons proposer une nouvelle base de données contenant des
activités longues, durant plusieurs minutes, de la vie quotidienne effectuées
dans un environnement domestique réaliste et qui sont exécutées sans
contraintes pour obtenir le plus de variabilité intra-classe possible. Cette
base de données ouvre un nouveau champ de recherche et de nouvelles
problématiques liées aux activités de la vie courante de longue durée.
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Aujourd’hui, depuis mes travaux, notre principal concurrent est la base de
données Toyota Smart Home [DDK+19] où des personnes âgées effectuent
des actions de la vie quotidienne dans un appartement. Les actions sont fil-
mées depuis 7 points de vue avec un faible taux de recouvrement. D’abord
publié sous forme de clip vidéos segmentés par actions, le jeu de données a
ensuite été étendu [DDS+22] et propose à présent les vidéos en entier avec
les actions qui s’enchaînent. Cependant les actions restent de durée courte
et leur variabilité intra-classe est faible. La figure 2.8 illustre des exemples du
jeu de données.

Figure 2.8 – Contenu du jeu de données Toyota Smart Home [DDK+19]

2.2 . Jeu de données proposé
Ce travail se concentre sur la surveillance de l’activité des personnes

âgées à domicile. Il vise à détecter et à reconnaître des activités longues de la
vie quotidienne telles que "prendre son repas". Ces activités sont composées
de nombreuses actions, ce qui rend la tâche de reconnaissance difficile.
Par exemple, la classe "laver la vaisselle" contient de nombreuses itérations
de "prendre l’objet", "laver", "rincer" ou "mettre l’objet sur l’égouttoir".
Ces sous-actions pourraient également être divisées en plusieurs gestes
comme "avancer la main". Les différentes configurations de la cuisine, la
vaisselle utilisée, les personnes effectuant les activités et l’ordre dans lequel
elles effectuent ces sous-actions, conduisent à une très grande variabilité
intra-classe.

Pour pallier lemanque de jeu de données présentant des activités longues
de la vie quotidienne, nous proposons un nouvelle base de données, appelée
DAHLIA pour DAily Home LIfe Activity Dataset.
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2.2.1 . Protocole expérimental
Nous avons enregistré 51 longues séquences exécutées par 44 personnes

différentes à l’heure du déjeuner dans une cuisine réaliste. Les locaux du
CEA LIST sont équipés d’une plateforme appelée MobileMii (https ://www-
mobilemii.cea.fr/) qui est un appartement. Les pièces sont aménagées pour
être les plus réalistes possible. L’objectif de cette plateforme est de créer et
d’évaluer des services d’intelligence ambiante dans des espaces intelligents.

Avant l’enregistrement, nous avons donné aux participants des instruc-
tions très simples pour qu’ils réalisent les activités de manière très naturelle.
En particulier, après une rapide présentation de la cuisine, nous leur avons
demandé d’effectuer 7 activités de la vie quotidienne dans différents ordres
(certaines sont naturellement ordonnées comme, par exemple, mettre la
table avant de manger). L’ensemble de données ainsi obtenu présente donc
une grande variété dans la manière de réaliser les activités.

Nous avons retenu 7 activités de haut niveau sémantique réalisables dans
le contexte d’une cuisine. Elles sont représentatives des activités de la vie quo-
tidienne et sont les suivantes :

• Cuisiner : Le sujet prépare son déjeuner. Il s’agit de prendre les ali-
ments, les récipients, de couper les tomates et le fromage, de préparer
une vinaigrette à base d’huile et de vinaigre.

• Dresser la table : Le sujet prépare la table pour son déjeuner : les as-
siettes, les couverts, la nourriture, l’eau, etc.

• Déjeuner : Cette activité correspond à l’intégralité de la prise du re-
pas, sans instructions spécifiques, on demande simplement aux acteurs
d’apprécier son repas.

• Débarrasser la table : Le participant retire les objets de la table et les
pose près de l’évier ou à leur emplacement initial.

• Faire la vaisselle : Le sujet lave la vaisselle sale et l’essuie.
• Travailler : Les participants doivent répondre à un test en recherchant
des informations dans des documents. Le test était régulièrement mo-
difié pour ajouter des variations.

• Faire le ménage : Les participants devaient balayer autour de la table,
nettoyer la table et changer le sac poubelle si nécessaire.

Afin d’être aussi réalistes que possible, les participants ont été invités
à réaliser cette expérience à l’heure du déjeuner et à prendre leur repas
pendant l’acquisition des données. La durée moyenne de l’ensemble des
séquences est de 39 minutes, allant de 24 à 64 minutes, soit un total de 33,4
heures. En outre, certaines activités comme "déjeuner" prennent beaucoup
plus de temps que "mettre la table". Il existe une grande variabilité dans la
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durée de réalisation entre les classes. La figure 2.9 représente la proportion
des 8 classes sur l’ensemble de la base (les sept classes précédemment
décrites plus une classe neutre, introduite lorsqu’aucune des classes définies
n’est présente). Les activités "Travailler" et "Déjeuner" représentent 25% de
l’ensemble de données, tandis que l’activité "Débarrasser" ne représente que
5% de la base de données DAHLIA.

Figure 2.9 – Proportion de chaque classe d’activité sur l’ensemble du jeu dedonnées DAHLIA.
29 hommes et 15 femmes âgés de 23 à 61 ans ont participé aux acquisitions

ce qui augmente également la variabilité intra-classe.
2.2.2 . Environnement et paramètres d’acquisitions

Dans le contexte de maison intelligente, les équipements doivent
être aussi génériques que possible et faciles à mettre en place. Il faut
donc éviter de fixer des capteurs sur différents objets, ainsi que d’utiliser
des capteurs intrusifs sur les personnes ou des capteurs nécessitant un
calibrage compliqué. Les capteurs de profondeur abordables comme la
Kinect conviennent bien à ce type d’application puisqu’ils peuvent être
installés comme le serait une caméra classique. L’ensemble des données
a donc été acquis dans une cuisine entièrement contrôlée, équipée de 3
Kinect v2 comme indiqué sur la figure 2.10. Plusieurs occultations peuvent
apparaître selon la position de la personne et des objets présents sur la table.

Chaque acquisition est composée des quatre flux suivants enregistrés à
une fréquence d’images de 15 fps :

• Les vidéos RGB enregistrées en haute résolution (1920×1080 pixels) et
compressées avec le format H.264 à un débit de 2 Mbits/s.

• Les cartes deprofondeur avec une résolution de 512×424. Pour chaque
pixel, la valeur codée sur 16 bits représente la distance entre le cap-
teur et le point correspondant. Nous avons appliqué un filtre passe-bas
consistant en trois filtres médians (sur les dimension x, y et temporelle).
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Figure 2.10 – Position des caméras pour l’enregistrement du jeu de donnéesDAHLIA

La valeur filtrée est conservée si elle diffère de la valeur originale pour
plus de d=10cm.

• Les données du squelette extraites à l’aide du SDK associé au capteur
Kinect v2. Le squelette est constitué de la position 3D de 25 articulations
du corps humain qui sont listées figure 2.11. Le capteur renvoie les co-
ordonnées des articulations dans deux espaces différents (l’espace de
la carte de profondeur et l’espace ponctuel 3D) et des informations sur
l’état du suivi. Cet état de suivi vaut 0 si l’articulation n’est pas suivie,
1 si elle est déduite et 2 si elle est suivie. Enfin, toutes les fausses dé-
tections qui auraient pu se produire ont été supprimées manuellement
pour assurer un unique squelette à chaque instant de la vidéo.

• Une carte de segmentation des personnes dans le point de vue du
capteur de profondeur est également enregistrée.

Figure 2.11 – Listes des articulations extraites par la Kinect V2
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Comme le squelette est extrait du capteur Kinect, la qualité de l’estima-
tion de la localisation des articulations du corps est irrégulière. En outre, en
raison de la configuration de la cuisine, la partie inférieure du corps n’est
généralement pas suivie, car occultée par l’îlot central de la cuisine.

Comme tous les exemples ont été capturés dans la même cuisine, nous
avons ajouté de la variance en demandant aux acteurs de réaliser les actions à
différents endroits de la scène. Un exemple extrait de l’ensemble de données
est présenté sur la figure 2.12, avec les vues RGB et les cartes de profondeur
provenant des trois caméras. Le squelette est superposé aux cartes de pro-
fondeur. L’estimation de la pose du squelette est de qualité médiocre en cas
d’occultations importantes, comme sur les figures 3d et 3f. La figure 2.13 pro-
pose d’autres exemples issus de DAHLIA pour la modalité RGB et les activités
"manger" et "faire la vaisselle".

(a) Camera 1 (b) Camera 2 (c) Camera 3

(d) Profondeur cam 1 (e) Profondeur cam 2 (f) Profondeur cam 3
Figure 2.12 – Exemple du jeu de données DAHLIA pour l’activité "cuisiner"
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Figure 2.13 – Autres exemples du jeu de données DAHLIA pour la modalitécouleur et les activités "manger" et "faire la vaisselle".

2.2.3 . Annotations et publication du jeu de données
Les 51 longues séquences de la base de données DAHLIA sont composées

de 7 activités de la vie quotidienne. Après un travail de synchronisation des
vues, chaque séquence a été étiquetée manuellement avec le début et la fin
des 7 activités ou le label neutre. La figure 2.14 visualise l’annotation d’une
séquence sous forme de chronogramme.

Dans l’objectif de rendreDAHLIA disponible à la communauté scientifique,
chaque participant a signé une autorisation de réalisation, de reproduction
et de représentation de son image. DAHLIA a ensuite été déclaré à la CNIL
(Commission Nationale Informatique et Liberté) pour s’assurer que les droits
à l’image sont bien respectés. DAHLIA est aujourd’hui hébergé sur un serveur
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Figure 2.14 – Exemple de l’annotation d’une séquence de DAHLIA avec lestemps de début et de fin de chaque activité.

du CEA en accès restreint. Si un chercheur souhaite obtenir l’accès, il doit
préalablement avoir complété et signé un contrat de licence qui l’engage à
n’utiliser DAHLIA que pour des travaux de recherche et non à des fins com-
merciales.

2.2.4 . Protocole d’évaluation
Afin de permettre des comparaisons de performance équitables, nous

définissons deux protocoles d’évaluation précis :
a) L’évaluation inter-sujets
Nous avons défini deux groupes de participants : le groupe A et le groupe

B, mis à disposition avec le jeu de données. Les deux représentent environ
la moitié du jeu de données et doivent être utilisés alternativement comme
ensemble d’entraînement et ensemble de test. Le résultat de l’évaluation
inter-sujets est alors la performance moyenne des deux configurations.

b) L’évaluation inter-sujets et inter-vues
Pour contrebalancer le manque de variations de l’environnement, nous

avons également défini un protocole d’évaluation en vue croisée. Dans ce pro-
tocole, un ensemble d’entraînement est défini pour chaque combinaison de
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vue et de groupe de sujets (A et B) tandis que l’ensemble de test doit être
effectué sur l’ensemble restant. Par exemple, l’un des ensembles d’entraîne-
ment serait formé sur la vue 1, groupe A et testé sur la vue 2, groupe B et
la vue 3, groupe B indépendamment. Ensuite, la moyenne des 12 ensembles
ainsi définis est retenue.

2.2.5 . Comparaison avec les bases de données existantes
Zhang et al. [ZLO+16] proposent une étude sur les bases de données de

reconnaissance d’action basées sur la technologie RGB-D en introduisant
certains critères tels que :

Les caractéristiques d’acquisition du jeu de données :
• Mode 1 : chaque action est stockée dans une séquence.
• Mode 2 : chaque séquence contient un ensemble continu d’actions.
• Mode 3 : chaque séquence contient un ensemble continu d’actions réa-
lisées avec le même ordre.

• Mode 4 : chaque séquence contient un ensemble continu d’actions
réalisées dans un ordre aléatoire.

Le type d’arrière plan et les occultations
• Faible : le fond est fixé et propre. Il n’y a pas d’occultations.
• Moyen : l’arrière-plan est fixémais est encombré. Certaines occultations
peuvent apparaître.

• Élevé : l’arrière-plan n’est pas fixé et/ou est encombré. Des occlusions
sont présentes et peuvent affecter l’action.

La complexité cinématique
• Faible : les mouvements sont simples et de courte durée.
• Moyen : les mouvements sont de complexité moyenne et la durée est
plus longue.

• Élevé : les mouvements sont complexes, avec une longue durée.
• Très élevé : les mouvements sont très complexes et composés de
plusieurs sous-actions.

La variabilité entre les actions
• Faible : la variation des niveaux de complexité entre les actions dans un
ensemble de données est faible.

• Moyen : la variation des niveaux de complexité entre les actions dans
un ensemble de données est moyenne.

• Élevé : la variation des niveaux de complexité entre les actions dans un
ensemble de données est élevée.
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Le tableau 2.1 résume ces différentes caractéristiques évaluées sur
plusieurs jeux de données déjà publiés au moment des travaux. Il est inspiré
des tableaux présentés dans [ZLO+16] avec des critères adaptés. DAHLIA a
donc été évalué selon ces critères : le fond est stable et encombré pour toutes
les actions réalisées. L’emplacement des caméras et la configuration de la
cuisine conduisent à des occultations partielles des sujets. DAHLIA contient
des séquences très longues composées de plusieurs activités qui peuvent se
dérouler dans un ordre variable en fonction du sujet. Ces activités impliquent
de nombreuses interactions avec des objets de la scène et les mouvements
sont très complexes. Par conséquent, la complexité cinématique est évaluée
comme étant "très élevée" et la variabilité entre les actions comme étant
"élevée".

DAHLIA a été réalisé par 44 sujets, ce qui est le plus grand nombre de
sujets présent dans une base de données d’actions, avec 7 activités de haut
niveau sémantique, contrairement aux jeux de données précédents qui
traitaient d’actions de bas niveau. Il est important de noter que si 7 classes
est l’un des nombres de classes les plus bas, les activités pourraient être
décomposées en de nombreuses sous-actions, conduisant à une complexité
cinématique très élevée. Ce haut niveau sémantique donne lieu à des activi-
tés d’une durée d’environ 6 minutes qui est la plus longue durée moyenne
des bases de données analysées, et ce dans des vidéos non découpées
(Mode 4).

Ainsi, DAHLIA est composé d’activités plus longues, avec un niveau
sémantique plus élevé et une variabilité à la fois inter et intra-classe élevée.

2.2.6 . Métriques d’évaluation
Afin d’évaluer et de classer les algorithmes de détection d’activités, des

métriques précises sont utilisées et dépendent fortement de l’application
finale. Plusieurs métriques ont été définies dans des travaux antérieurs
[KGS+05, Mun57, CZT05, YF05, RAAS12, WLT06, WLM+14] pour évaluer et/ou
comprendre les performances des algorithmes.

Nous présentons ici les métriques sur lesquelles le jeu de données
DAHLIA a été évalué. Pour chaque classe c du jeu de données, sont définis
TP c, FP c, TN c et FN c comme le nombre d’images vraie positive, fausse
positive, vraie négative et fausse négative.
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TUM [TBB09] 2009 4 9 2 C,S 4 Mode 4 Faible Moyen Faible GestesMSR-Action 3D [ZG10] 2010 10 20 2.8 D,S 1 Mode 1 Faible Faible Faible ActionsCAD-60 [SPSS11] 2011 4 12 45 C,D,S - Mode 1 Moyen Moyen Moyen ActionsRGBD-HuDaAct [NWM11] 2011 30 12 - C,D 1 Mode 1 Moyen Moyen Moyen Actions
MSRDaily-Activity3D [WLWY12] 2012 10 16 - C,D,S 1 Mode 1 Moyen Élevé Faible ActionsUTKinect [XCA12] 2012 10 10 1 C,D,S 1 Mode 3 Moyen Moyen Faible ActionsACT4 Dataset [CQY+12] 2012 24 14 4 C,D,S 4 Mode 1 Faible Faible Moyen ActionsMPII Cooking Activities [RAAS12] 2012 12 65 6 C,S 1 Mode 4 Moyen Moyen Moyen Actions

CAD-120 [KGS13] 2013 4 10 17 C,D,S 1 Mode 2 Élevé Élevé Élevé ActionsUCFKinect [EMT+13] 2013 16 16 2 S 1 Mode 1 Aucun Faible Faible Actions3D Online [YLY14] 2014 36 7 3 C,D,S 1 Mode 1/4 Moyen Moyen Faible ActionsNorthwestern UCLA [WNX+14] 2014 10 10 - C,D,S 3 Mode 1 Faible Moyen Moyen Actions
RGB-D activity [WZSS15] 2015 7 21 5 C,D,S 1 Mode 4 Élevé Élevé Élevé ActionsUTD-MHAD [CJK15] 2015 8 27 2 C,D,S 1 Mode 1 Faible Faible Faible ActionsUWA 3D Multiview Dataset [RMHM16] 2016 10 30 - C,D,S 4 Mode 1 - - - GestesNTU RGB+D [SLNW16] 2016 40 60 5s C,D,S 80 Mode 1 Faible Moyen Moyen Actions

DAHLIA 2016 44 7 6 min C,D,S 3 Mode 4 Élevé Très Élevé Élevé Activités
Table 2.1 – Jeu de données existants avec leurs nom et référence |L’année de publication du jeu | Le nombre de sujet réalisant lesactions | Le nombre d’action | La durée moyenne de chaque action |Les modalités fournies dans le jeu : Couleur, Profondeur et/ousquelette | Le nombre de vue | Les caractéristiques d’acquisition | Letype de fond et les occultations | La complexité cinématique | Lavariabilité entre chaque action | Le niveau sémantique des classesd’action.
a) La précision par image
Une métrique classique est la précision par image qui représente le rap-

port entre les images correctement classifiées et toutes les images de l’en-
semble de données (2.1). Cette métrique est sensible à la distribution des
classes mais fournit une mesure intuitive de la capacité de l’algorithme à re-
connaître les actions.

FA1 =

∑
c∈C TP

c∑
c∈C Nc

(2.1)
où Nc est le nombre d’images labellisées avec l’activité c dans la vérité

terrain.
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b) Le F-Score
Cettemétrique combine la précisionP c et le rappelRc pour chaque classe

c et est défini par la moyenne harmonique de ces deux valeurs :

Pc =
TP c

TP c + FP c
Rc =

TP c

TP c + FN c
(2.2)

F-Score = 2

|C|
∑
c∈C

×Pc ×Rc

Pc +Rc
(2.3)

Elle présente l’avantage de donner une importance égale à la précision
et au rappel, deux grandeurs significatives de la capacité d’un algorithme à
différencier des classes.

c) L’intersection sur l’union (IoU)
Cette métrique classique a été utilisée pour évaluer la segmentation dans

le défi PVOC [EEVG+15]. Elle est définie comme le ratio de l’intersection sur
l’union des prédictions avec les cibles de la vérité terrain :

IoU =
1

|C|
∑
c∈C

TP c

TP c + FP c + FN c
(2.4)

2.3 . Proposition de résultats de référence
Afin de fournir des résultats de référence sur le jeu de données DAHLIA,

nous avons évalué trois algorithmes conçus pour la détection et/ou la recon-
naissance d’actions en ligne, à savoir l’algorithme DOHT (Deeply Optimized
Hough Transform) [CHTAL13], l’algorithme ELS (Efficient Linear Search) [16] et
l’algorithme Max-Subgraph search [6].

2.3.1 . Algorithme DOHT (Deeply Optimized Hough Transform)
L’algorithme DOHT a été développé au laboratoire. Il utilise un para-

digme de vote par transformée de Hough appliqué à des descripteurs
précédemment extraits selon des intervalles de temps définis sur l’en-
semble du clip vidéo. Ces descripteurs sont également encodés selon un
dictionnaire généré par un algorithme K-means. Le DOHT a l’avantage
d’être une méthode en ligne donc adaptée pour la tâche de détection, en
plus d’être uneméthode générique car agnostique aux descripteurs d’entrée.
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Nous présentons des résultats calculés avec l’algorithme DOHT avec
différents descripteurs : les trajectoires des articulations du squelette et des
trajectoires denses comme le fait [VAL16]. En ce qui concerne les paramètres
de vote, nous avons gardé les même valeurs pour les deux descripteurs.
Étant donné que les activités contenues dans DAHLIA sont beaucoup plus
longues que celles utilisées dans la proposition initiale de l’algorithme DOHT
[CHTAL13], nous avons fixé la taille de la fenêtre temporelle pour les votes
de Hough M à 1000 et le paramètre C (attachement des données) à 4, ce
qui a donné les meilleurs résultats. L’entraînement multi-vues est réalisé en
considérant les descripteurs issus des 3 vues.

a) Squelette 3D
Pour exploiter les articulations du squelette 3D extraites par la Kinect, les

données brutes sont d’abord normalisées en appliquant une normalisation
similaire à celle présentée par Raptis et al. dans [RKH11]. Cette normalisation
est robuste à la variation du point de vue et ignore volontairement l’em-
placement de la personne dans la pièce puisque nous ne voulons pas que
l’algorithme bénéficie de cette information pour reconnaître les activités.

En raison de la configuration de la pièce et de l’emplacement des caméras
(indiqués dans la figure 2.10), les occultations se produisent différemment
sur chaque caméra. Pour éviter ces problèmes d’occultation, nous avons
combiné les informations de toutes les vues en suivant le processus de
[VAL16]. Les articulations utilisées sont les suivantes : la tête, les deux mains,
les coudes, le bout de la main, le poignet, les épaules, les hanches, les genoux
et la base de la colonne vertébrale. Dans chaque image, nous ne considérons
que les articulations associées à l’état "suivi" (fourni par le capteur). Les
images où les épaules ont un faible taux de confiance ne participent pas aux
votes car la stratégie de normalisation est basée sur les épaules.

b) Trajectoires denses
Selon [VAL16], l’algorithme DOHT a également été appliqué sur les

données RGB de DAHLIA. Les descripteurs issus de la forme des trajectoires
denses (Traj) et les descripteurs HOG (Histogram of Gradient) [WKSL11] ont été
utilisés, ainsi que la concaténation Traj+HOG comme présentée dans [VAL16].

c) Résultats de détection d’activités avec l’algorithme DOHT
Le tableau 2.2 résume les résultats obtenus avec l’algorithme DOHT.

Dans chaque configuration, l’algorithme donne les meilleures prédictions
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lorsqu’il est utilisé avec les caractéristiques HOG. Cela souligne l’importance
du contexte spatial dans le processus de détection d’activité puisque le
descripteur HOG capture la forme locale de l’image. L’utilisation de vues
multiples pendant l’apprentissage et le test permet d’obtenir des résultats
plus élevés, car les données extraites de différentes vues se complètent. En
effet, une occultation dans une vue peut être compensée par les observations
d’une autre vue.

Squelette Trajectoires HOG Traj+HOG
FA1 F-Score IoU FA1 F-Score IoU FA1 F-Score IoU FA1 F-Score IoUVue 1 0.60 0.58 0.42 0.74 0.73 0.58 0.80 0.77 0.64 0.73 0.73 0.59Vue 2 0.63 0.60 0.44 0.78 0.76 0.62 0.81 0.79 0.66 0.79 0.78 0.64Vue 3 0.73 0.71 0.56 0.76 0.74 0.59 0.80 0.77 0.65 0.77 0.76 0.62Multi-vues 0.77 0.75 0.60 0.81 0.80 0.67 0.85 0.82 0.71 0.82 0.80 0.68Vues croisées 0.34 0.31 0.19 descripteur dépendant de la vue

Table 2.2 – Résultat de l’algorithme DOHT sur le jeu de donnéesDAHLIA
Les résultats sont plus faibles dans le protocole à vue croisée, ce qui est

cohérent avec le fait que les caractéristiques extraites sur une vue peuvent
être occultées dans une autre. Pour l’algorithme DOHT, ce protocole est le
plus difficile malgré une normalisation des squelettes. Le descripteur issu
des trajectoires denses étant dépendant de la vue, nous n’avons pas exécuté
le protocole inter-vues pour ces caractéristiques.

Enfin, le tableau 2.3 présente les résultats par classe avec le descripteur
HOG qui est celui donnant les meilleurs résultats. Les classes les mieux re-
connues sont "Manger" et "Travailler" car ce sont les classes avec le moins de
variabilité intra-classe. En effet, les personnes sont assises au même endroit
et effectuent les mêmes gestes. Au contraire, "mettre la table" et "débarras-
ser" sont les classes lesmoins bien reconnues car elles sont confondues entre
elles. Les gestes sont les mêmes et uniquement l’ordre dans lequel ils sont
réalisés permet de distinguer ces deux activités. Ce sont également les deux
classes les moins bien représentées du jeu de données.

2.3.2 . Algorithme ELS (Online Efficient Linear Search)
Meshry et al. [MHT16] ont proposé une méthode de détection d’action

basée sur des séquences de squelettes 3D. Un dictionnaire est généré à partir
des caractéristiques du squelette et un SVM linéaire permet d’apprendre des
poids pour chaque mot du dictionnaire. Ensuite, la reconnaissance en ligne
se fait par le maximum du score par classe basé sur ces poids.
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Multicam HOGF-Score IoUCuisiner 0.75 0.60Mettre la table 0.69 0.53Manger 0.91 0.84Débarrasser 0.75 0.59Faire la vaisselle 0.87 0.77Faire le ménage 0.86 0.75Travailler 0.92 0.86
Table 2.3 – Résultats par classe obtenus avec l’algorithme DOHTsuivant le protocole inter-sujets en utilisant le descripteur HOG avecune approche multi-vues.

L’algorithme ELS en ligne a été calculé avec le descripteur local décrit
dans l’article original, soit, la concaténation pondérée de l’angle θ [NS12], sa
vitesse δθ et une adaptation du descripteur Moving Pose [ZLS13] P , de ses
dérivées première et seconde, respectivement δP et δ2P . La forme finale de
leur descripteur est [P , αδP , βδ2Pψθ, δθ] avec α, β et ψ trois paramètres
de pondération. Nous avons évalué plusieurs ensembles de paramètres et
présentons les meilleurs résultats que nous avons obtenus sur le jeu de
données DAHLIA : α = 0, 1, β = 0, 1, ψ = 0, 1. Nous avons fixé les paramètres
de latence à 2 images et gardé les autres paramètres identique à ceux
proposés par l’article original. Les résultats obtenus avec cet algorithme
sont présentés dans le tableau 2.4 dans le protocole inter-sujet et mono-vue
ou vues-croisées. Nous pouvons observer que ces résultats dépendent
fortement de la vue considérée. Plus précisément, des résultats plus élevés
ont été obtenus lorsque la caméra 3 est utilisée. Cette caméra est celle qui
présente le moins d’auto-occultation en raison de son emplacement et de
son angle par rapport à la scène.

Les performances sont présentés tableau 2.4. Comme avec la méthode
DOHT, les résultats les plus faibles sont obtenus avec le protocole inter-vues
et inter-sujets puisqu’un changement de point de vue affecte fortement les
descripteurs extraits. Remarquons que les résultats varient fortement d’une
vue à l’autre. La vue sur laquelle les prédictions sont les moins erronées est
la vue 3, vue la moins propice aux auto-occultations par sa position dans la
scène.

2.3.3 . AlgorithmeMax-Subgraph Search
Chen et Grauman [CG12] ont proposé une méthode de détection d’action

basée sur une recherche de max-sous-graphe nommée T-Jump-Subgraph où
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Squelette
FA1 F-Score IoUVue 1 0.18 0.18 0.11Vue 2 0.27 0.26 0.16Vue 3 0.52 0.55 0.39Vues croisées 0.31 0.32 0.21

Table 2.4 – Résultats de l’algorithme ELS sur le jeu de données DAHLIA
un graphe est construit pour chaque action à détecter. Chaque nœud de ce
graphe est associé à un score calculé à partir de descripteurs extraits sur une
fenêtre temporelle. Les poids des descripteurs sont estimés par un SVM de
manière similaire à [MHT16]. Puisque cet algorithme a été conçu pour faire
de la détection plutôt que de la reconnaissance en ligne, plusieurs activités
peuvent être détectées dans chaque image, la précision FA1 par image ne
peut donc pas être calculée. Les résultats sont présentés dans le tableau 2.5,
en utilisant le même descripteur local que ELS et une taille de nœud fixée à
100.

SqueletteF-Score IoUVue 1 0.25 0.15Vue 2 0.18 0.10Vue 3 0.44 0.31
Table 2.5 – Résultats de l’algorithme Max-subgraph Search sur le jeude données DAHLIA

2.4 . Conclusion et perspectives
Dans ce chapitre, nous avons présenté DAHLIA, le premier jeu de données

de détection d’activités longues enregistré dans un environnement réel. Les
vidéos de DAHLIA sont non segmentées et synchronisées depuis 3 points de
vue différents. 44 personnes ont participé aux acquisitions de DAHLIA ce qui
en fait le jeu de données présentant le plus grand nombre de sujets diffé-
rents. La durée moyenne des activités est de 6 minutes environ, ce qui est
significativement plus long que celles des ensembles de données existants
non découpés. Les séquences vidéos ont été capturées de manière réaliste,
avec des instructions très simples pour augmenter la variabilité intra-classe
ainsi que la cinématique, ce qui fait de DAHLIA un jeu de données très inté-
ressant pour la communauté scientifique qui travaille sur la problématique
de détection d’activités longues.
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Les statistiques actuelles sur l’utilisation de DAHLIA confirment l’intérêt
porté par la communauté scientifique et le manque qui existait avant sa
publication. En effet, depuis sa mise en ligne, DAHLIA a été téléchargé 23 fois
par des chercheurs internationaux et 5 publications proposent des résultats
évalués sur DAHLIA [NGA+18, DMG+19, NB19, AAC+20]. Ces récents travaux
utilisent bien sûr des réseaux de neurones tel que [DMG+19] qui propose
un nouveau module d’attention temporelle intégré dans une architecture
encodeur décodeur.

D’une part, bien que nous ayons proposé le plus de variation possible
dans la façon de réaliser les activités, la limite la plus importante de DAHLIA
est le lieu unique. Pour pouvoir conserver les performances du modèle en le
déployant dans un autre environnement, des caractéristiques indépendantes
du lieu et du point de vue sont nécessaires.

Le squelette 3D retourné par la Kinect répond à ce problèmemais aujour-
d’hui Microsoft ne maintient plus ce capteur, son utilisation est donc obso-
lète. Cependant les recherches autour de l’estimation du squelette 3D à partir
d’une seule image RGB ont beaucoup progressé et des méthodes telles que
[BCL+20] pourront bientôt obtenir des performances équivalentes au capteur
Kinect. De plus, leurs performances peuvent être améliorées si on considère
une estimation en fusionnant différents points de vue.

Les méthodes d’adaptation de domaine peuvent également permettre
d’être indépendant au point de vue. Nous avons exploré l’adaptation de
la méthode [PR21] au cas de DAHLIA et avons pu montrer un gain lors de
l’évaluation inter-vues en utilisant le réseau de classification d’actions X3D
[Fei20].

D’autre part, le travail d’annotation est une tâche fastidieuse et chrono-
phage. Les activités annotées dans DAHLIA sont très intéressantes mais res-
tent de haut niveau sémantique. Avec l’évolution des modèles qui pourront
être utilisés pour l’annotation automatique ou interactive, on pourrait plus
facilement compléter DAHLIA avec des annotations plus riches et plus pré-
cises comme les boîtes d’objet, la segmentation d’instances, les sous-actions
et interactions, un squelette 3D plus précis, etc.

Mais pourrons-nous un jour, dans l’idéal, automatiser intégralement la
création d’un jeu de données? Le développement des approches de géné-
ration de données pourrait répondre à cette question. La création d’une base
de données serait entièrement contrôlée et automatisée depuis la définition
des scénarios jusqu’à l’annotation des séquences. De plus, la génération des
données permettrait de produire facilement de nouveaux points de vue, de
changer l’apparence des personnes et leur façon de réaliser une activité pour
obtenir un jeu de données avec une grande variabilité.
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3 - Détection d’interactions : CALIPSO, un ré-
seau rapide en une étape
Dans l’objectif de mieux gérer la grande variabilité de réalisation des

activités longues, qui ont fait l’objet des travaux du chapitre 2, il est intéres-
sant de changer l’approche holistique analysant la vidéo dans sa globalité
pour adopter une méthode qui modélise de manière explicite les sous-
actions composant l’activité. L’intérêt est de reconnaître une activité par le
sous-ensemble d’actions qui la compose permettant ainsi de s’affranchir de
l’ordre d’exécution de ces sous-actions. C’est ce qui m’a motivé à étudier la
détection des interactions entre les personnes et les objets dans une image
pour analyser plus finement les activités.

Dans ce chapitre, nous dressons un état de l’art des méthodes d’appren-
tissage supervisées appliquées à la détection d’interactions et un panorama
des jeux de données disponibles, puis nous présentons en détail la méthode
CALIPSO (Classifying ALl Interacting Pairs in a Single shOt) et les résultats obte-
nus.
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3.1 . État de l’art de la détection d’interactions dans des images
3.1.1 . Principe

Plusieurs tâches de vision par ordinateur abordent le problème de la
compréhension du contenu sémantique des images, comme la reconnais-
sance de relations visuelles qui a pour but de comprendre le positionnement
des objets les uns par rapport aux autres dans une scène. Plus spécifique
que la relation visuelle, la détection de l’interaction humain-objet (HOI) vise
à détecter ce qui se passe et où cela se passe dans l’image en accordant une
attention exclusive aux interactions centrées sur les personnes. La détection
desHOI est un problème difficile, essentiel pour diverses applications telles
que la compréhension des activités, la surveillance, l’assistance à l’autonomie
à domicile, la cobotique, etc. Dans le cas des systèmes de surveillance, il est
particulièrement intéressant de comprendre rapidement les interactions
centrées sur l’humain. Comme les images peuvent contenir un grand nombre
de personnes et d’interactions, il est essentiel qu’une méthode de détection
des HOI soit scalable en fonction du nombre d’objet et d’interactions
visibles. Ce problème de passage à l’échelle a motivé notre travail. Dans ce
qui suit, les "objets" affectés de la classe humaine sont appelés sujets tandis
que ceux de la classe non-humaine sont appelés cibles.

La détection des HOI consiste à déterminer et à localiser la liste de
triplets < sujet , verbe, cible > décrivant toutes les interactions visibles dans
l’image. Bien que la détection des HOI ait été classiquement basée sur
la vidéo (en général, avec un focus sur une seule action), des approches
récentes basées sur une seule image ont montré des résultats impression-
nants sur la détection d’interactions simultanées. D’une manière générale,
la tâche de détection des HOI basée sur l’image est réalisée en résolvant
les sous-tâches suivantes : détection des objets en interaction (le problème
de détection des objets), association correcte de ces objets (le problème
d’association) et classification des interactions (le problème de classification
des verbes). La figure 3.1 illustre le principe de la détection desHOI .

Dans la suite, les interactions entre une personne et un objet sont nom-
mées HOI alors que les interactions entre deux personnes sont appelées
HHI .
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Figure 3.1 – Principe de la détection des interactions : détecter les objets dela scène, association de ces objets et classification des interactions. Imageissue du jeu de données V-COCO [GM15]

3.1.2 . Méthodes de détection d’interactions
Méthodes à deux étapes
La plupart des approches de détection d’interaction s’appuient sur un

détecteur d’objets qui identifie les paires de candidats sujet-cible, ces boîtes
sont ensuite traitées dans une deuxième étape pour évaluer la présence et
le type d’interaction.

Gupta et al. [GM15] détectent successivement un sujet, classifient l’action
et associent la cible en fonction d’un score d’interaction. Plusieurs approches
[CLL+18, GZH18, GGDH18, LZH+19, UIM20] construisent sur un modèle de
détecteur d’objet, à savoir Faster R-CNN [RHGS15], avec des branches sup-
plémentaires soit pour prédire les actions et l’estimation d’une densité de
probabilité sur l’emplacement de l’objet cible pour chaque action [GGDH18],
soit pour prédire les relations spatiales des paires humain-objet [CLL+18],
soit une mesure d’attention centrée sur l’instance [GZH18], ou bien le filtrage
des paires humain-objet non-interactives en croisant les données d’appren-
tissage de différents jeux de données [LZH+19]. Qi et al. [QWJ+18] présentent
un cadre générique combinant des graphes et un réseau neuronal profond,
capturant les interactions humain-objet de manière itérative. Li et al. [LOW17]
introduisent une communication inter-branches avec un message guidé par
une phrase pour assurer une modélisation conjointe de la classification des
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actions et de l’association des cibles.
Plus récemment, des améliorations de la deuxième étape ont été pro-

posées en utilisant des informations supplémentaires dans l’image. Par
exemple, [WZL+19, LYC20] utilisent la pose humaine pour avoir une analyse
plus fine de la posture du sujet de l’interaction. D’autres méthodes ajoutent
l’encodage de mots [SHRW20, LKBFF16] ou la segmentation [ZWQ+20].
Enfin, [SHRW20] combine tous ces types d’informations supplémentaires.
Certaines techniques [BRSC20, XWL+19, YLMD17] intègrent des connaissances
linguistiques pour résoudre le problème de la distribution à longue queue
des classes d’interaction humain-objet. En effet certaines classes sont
sur-représentées par rapport à beaucoup d’autres ne présentant que peu
d’exemples. Ils exploitent les informations contextuelles présentes dans les
à priori linguistiques appris avec un réseau "word2vec", pour généraliser les
interactions entre des objets ayant des fonctions similaires. Alternativement,
Peyre et al. [PLSS18] apprennent une représentation visuelle des relations
combinant le sujet, la cible et le prédicat avec une représentation visuelle
des phrases pour la détection desHOI .

Finalement, toutes ces méthodes ont un traitement en deux temps
avec une deuxième étape basée sur les paires précédemment détectées,
leur temps de calcul est donc quadratique avec le nombre d’instances dans
l’image, ce qui peut poser un problème de scalabilité lorsque l’image présente
un grand nombre d’instances d’objets et d’interactions.

Certaines méthodes offrent une alternative à l’étude de toutes les
paires possibles et accélèrent ainsi le temps d’inférence. Par exemple,
[LLW+20, WYD+20] modélisent le problème de détection des interactions
comme un problème de détection de points clés.

D’autres méthodes utilisent l’apprentissage par métrique pour estimer
un espace de représentation où les instances en interaction seront proches
les unes des autres sans étudier toutes les paires possibles. L’apprentissage
par métrique a été appliqué à de nombreuses tâches différentes, de la
recherche d’images [FSSM07] à la reconnaissance des visages [SKP15]. En
plus de fournir une mesure de similarité pour comparer des images, il
peut également être utilisé pour transformer des caractéristiques visuelles
et textuelles dans un espace commun [FCS+13, KFF17], les vecteurs de
représentation, ou rassembler des caractéristiques visuels pour reconnaître
un groupe d’éléments. Par exemple, Newell et Deng [NHD17] ont proposé un
espace de représentation associatif pour regrouper les articulations du corps
afin d’estimer la pose humaine. L’apprentissage par métrique est également

56



appliqué à la détection de relations visuelles [ND17, PLSS18, ZSE+19]. En
particulier, Pixel2Graphs [ND17] produit en une seule passe un ensemble
d’objets et de liens d’interaction représentés par un graphe qui est déduit
de deux cartes de chaleur. Puis, dans un deuxième temps, chacune de ces
caractéristiques d’objets ou de liens est passée dans un réseau entièrement
connecté pour prédire les propriétés d’interaction (verbe, association sujet-
cible, classe d’objet et boîte englobante). La figure 3.2 détaille le principe
de la méthode. La deuxième étape est une fois de plus dépendante du
nombre d’interactions. De plus, le fait qu’un nombre fixe d’interactions est
pré-supposé à chaque emplacement de l’image peut être limitant pour les
images densément peuplées car plusieurs relations peuvent être localisées
au même endroit.

Figure 3.2 – Principe de la méthode Pixel2Graph, figure extraite de l’article[ND17]. Un premier réseau est appris pour estimer deux cartes de chaleurqui s’activent pour l’une, à l’emplacement des objets et pour l’autre à laposition centrale entre deux objets, elle représente donc les interactions.Ensuite les vecteurs de caractéristiques sont extraits des points chauds etdonnés en entrée d’un second réseau qui prédit la nature de l’objet ou de larelation ainsi qu’un vecteur de représentation qui permet de relier les objetslors de l’inférence.

Méthodes à une étape
Certains travaux récents proposent des détecteurs de HOI à une étape.

Les méthodes UnionDet [KCKK20] et DIRV [FXSL21] s’appuient uniquement
sur la régression et la classification pour prédire les interactions. Ils intègrent
tous deux une branche de détection d’instance similaire aux détecteurs
d’objets classiques. La détection des interactions est ensuite basée sur
l’union des boîtes englobantes régressées [KCKK20]. [FXSL21] note qu’il est
préférable de se concentrer sur les régions d’interaction plutôt que sur la
boîte d’union entière qui présente trop d’informations inutiles. Par consé-
quent, [FXSL21] propose une branche centrée sur les régions d’interaction
pour détecter l’interaction. Ces deux méthodes initialisent leur détecteur
d’objets interne avec un modèle pré-entraîné, puis figent ces poids pour
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apprendre la branche d’interaction.

Figure 3.3 – Principe de la méthode DIRV, figure extraite de l’article [FXSL21].L’architecture de la méthode DIRV est composée d’un détecteur d’interactionet d’un détecteur d’instances. La branche de détection d’instances est baséesur un détecteur d’objet classique auquel a été ajouté une sortie qui estimela probabilité de réalisation de chaque verbe d’interaction. La branched’estimation des interactions introduit le concept de région d’interaction quisont des parties des boîtes union de paire d’instances. 3 sorties sont alorsestimées, la régression des régions d’interactions pour obtenir la boîte dusujet, la régression des régions d’interactions pour obtenir la boîte de l’objetet enfin la probabilité des verbes d’interaction pour chaque régiond’interaction.
Ces méthodes sont plus efficaces en terme de temps de calcul puisque

leur complexité est indépendante du nombre d’objet dans l’image.
3.1.3 . Jeux de données

Malgré les progrès rapides de la recherche dans l’analyse des humains
et de leurs activités par vision par ordinateur, la reconnaissance des interac-
tions humaines à partir d’une seule image reste un défi. Alors que les vidéos
contiennent de riches indices temporels, les images présentent beaucoup
d’informations contextuelles utiles pour déduire les relations entre les objets.
L’un des principaux problèmes de la détection des relations visuelles est
la nécessité de disposer d’énormes quantités d’exemples variés, car les
apparences et les classes du sujet et de la cible doivent varier pour assurer
la généralisation de chaque classe d’interaction. La publication de grands
ensembles de données [CLL+18, GM15, KZG+17, ZWS+17] a permis le dévelop-
pement de plusieurs détecteurs de relations visuelles ces dernières années
[DZL17, KLF18, LOW17, LKBFF16, ND17, YLMD17, ZYTC18, ZKCC17, ZSE+19] ainsi
que des détecteurs HOI [BRSC20, CLL+18, GZH18, GGDH18, GM15, PLSS18,
QWJ+18, XWL+19]. Dans cette partie, nous présentons les différents types de
jeux de données.
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La compréhension du comportement humain a souvent donné lieu à la
reconnaissance d’actions dans les clips vidéo. Un nombre important de jeux
de données [CZ17, APGS14, SZS12, SVW+16] consistent en des clips vidéo de
quelques secondes qui doivent être classés parmi un ensemble d’actions
possibles, ils sont présentés partie 2.1.4. Dernièrement le grand jeu de
données de clips vidéo AVA [GSR+18] introduit partiellement la localisation
à la fois spatiale et temporelle des actions. Cependant, seules les boîtes
des personnes réalisant des actions sont annotées dans l’image centrale de
chaque clip. Aucune information n’est fournie sur les cibles des actions. La
figure 3.4 illustre des exemples du jeu de données AVA.

Figure 3.4 – Contenu du jeu de données AVA [GSR+18]
Plus récemment, certains ensembles de données d’images se concentrent

sur les relations entre les objets dans une image. Par exemple, Visual Ge-
nome [KZG+17] propose 108 000 images annotées avec 18 relations visuelles.
Ces relations peuvent concerner deux objets quelconques de l’image. Mais
les prédicats ont des niveaux sémantiques assez bas et concernent surtout
des relations positionnelles (comme "derrière" ou "à côté de"). Ce jeu de
données est généralement utilisé pour étudier les relations visuelles, mais
pas les interactions humaines.

HCVRD [ZWS+18] est un sous-ensemble de Visual Genome qui sélec-
tionne les relations centrées sur l’humain selon 927 catégories, y compris les
actions, les relations (pré)positionnelles et comparatives. Ce grand nombre
d’interactions implique que la plupart d’entre elles apparaissent moins de 10
fois.

HICO [CWH+15] est un jeu de données pour la classification des HOI :
les images sont centrées sur le sujet et l’image entière correspond à une liste
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d’interactions non localisées. HICO-DET [CLL+18] utilise 47 051 images de
HICO (37 536 images dans l’ensemble d’entraînement et 9 515 images dans
l’ensemble de test) et ajoute des annotations de boîtes englobantes pour
créer un jeu de données de détection desHOI . HICO-DET contient 117 verbes
sur 80 catégories d’objets. Cependant certains verbes sont très spécifiques
à une catégorie d’objets cibles, comme "ajuster" qui est toujours associé à
une cravate et "dribbler" associé à un ballon de basket, et d’autres sont des
synonymes tels que "tenir" et "porter". La figure 3.5 illustre des exemples du
jeu de données HICO-DET.

Figure 3.5 – Contenu du jeu de données HICO-DET [CLL+18]
V-COCO dataset [GM15] est un sous-ensemble du jeu de données

COCO [LMB+14] pour la détection des interactions humain-objet. Il com-
prend 10 346 images (2 533 images dans l’ensemble d’entraînement, 2 867
images dans l’ensemble de validation et 4 946 images dans l’ensemble de
test). V-COCO contient 16 199 instances humaines, où chaque personne est
annotée avec 29 catégories d’action sur 80 catégories d’objet. Les objets
cibles de l’ensemble de données sont classés en deux types : "objet" ou "ins-
trument". La dénomination "objet" concerne les cibles qui subissent l’action
(par exemple, "découper un gâteau"), tandis que "instrument" est employé
pour les objets permettant l’interaction (par exemple, "découper avec un
couteau"). Quatre verbes n’ont pas de cible ("debout", "sourir", "courir" et
"marcher"). Cependant la cible d’une interaction donnée est limitée à un seul
objet par verbe. La figure 3.6 illustre quelques exemples du jeu de données
V-COCO.

En ce qui concerne les ensembles de données HHI , TVHI [HZ14] ne
propose que quelques interactions sociales. [CS12] se concentre uniquement
sur le mouvement relatif entre les personnes. Aucun de ces ensembles de
données ne propose de fusionnerHOI etHHI .

Dans un soucis d’exhaustivité, nous pouvons également citer les jeux de
données d’interactions égocentriques tels que [BNW+18, FBGF19, SEL18]. Ce
sont des bases de données vidéo dans lesquels la caméra est placée sur la
personne et filme le mouvement des mains. L’objectif est différent de celui
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Figure 3.6 – Contenu du jeu de données V-COCO [GM15]

des HOI classique car il ne s’agit plus d’associer les paires en interaction
mais de classifier l’action des mains ou de chaque main indépendemment
d’une de l’autre.

Depuis mes travaux, un jeu de données d’interaction vidéo est sorti, il
s’agit de VidHOI [CLW+21]. Contrairement à AVA, les objets en interaction sont
explicitement annotés. Ce jeu de données est composé de 7 122 vidéos qui re-
présentent 7,3 millions d’images annotées selon 50 prédicats. Ce jeu de don-
nées est très intéressant pour les futurs travaux sur la détection des HOI
dans des vidéos.

3.1.4 . Positionnement des travaux
Aucune méthode à une étape n’a encore été proposée pour résoudre

le problème des interactions. Notre proposition a été motivée par le pro-
blème de passage à l’échelle et l’intérêt de pouvoir gérer des images conte-
nant de nombreux objets et interactions tout en ayant un tempsde traitement
constant. Nous proposons donc l’approche CALIPSO (Classifying ALl Interac-
ting Pairs in a Single shOt), une architecture multi-tâches qui estime les inter-
actions en un seul passage sur l’image de façon dense sur une grille d’ancres.
CALIPSO n’intègre pas de détecteur d’objet, c’est pourquoi nous l’appelons
classifieur et non détecteur. Au moment de l’inférence, n’importe quel dé-
tecteur d’objet peut être utilisé pour pointer les objets de la scène. Pour lier
les instances en interactions, CALIPSO calcule un vecteur de représentation
pour toutes les ancres de la scène, il est donc également basé sur le para-
digme de l’apprentissage par métrique. Mais, contrairement à Pixel2Graphs,
il n’utilise pas de graphe pourmodéliser explicitement chaque objet et chaque
relation. Au contraire, il fournit simultanément des caractéristiques associa-
tives et des types d’interaction pour tous les emplacements des sujets et des
cibles potentiels en une seule prise. Une autre différence fondamentale est
que Pixel2Graphs vise à définir une caractéristique unique pour chaque objet
indépendamment du verbe, et une caractéristique unique pour chaque rela-
tion. À l’inverse, CALIPSO vise à définir, pour chaque verbe d’interaction, un
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vecteur de représentation où tous les objets impliqués dans une instance d’in-
teraction devraient avoir des caractéristiques similaires. Cela permet à une
paire sujet-cible d’avoir plusieurs interactions tout en résolvant le problème
des interactions superposées de Pixel2Graphs. De plus, le fait d’avoir un es-
pace de représentation différent pour chaque verbedevrait intuitivement lais-
ser plus de flexibilité pour modéliser des types d’interactions très différents
(interaction de contact, interaction à distance, etc.).

3.2 . Description de la méthode proposée
Ce travail propose une nouvelle approche de détection des interactions,

appelée CALIPSO (Classifying ALl Interacting Pairs in a Single shOt) dont la com-
plexité est indépendante du nombre d’interactions. Le réseau de neurones
proposé estime simultanément toutes les interactions entre tous les objets
en un seul passage sur l’image. Il gère les problèmes d’association et de
classification des verbes tandis que n’importe quel détecteur d’objets externe
peut être utilisé pour traiter le problème de la détection des objets. À cette
fin, l’approche CALIPSO exploite un schéma d’apprentissage multi-tâches,
réalisant trois tâches complémentaires : une tâche de classification prédit le
verbe de l’interaction, une tâche d’estimation de la présence de la cible évalue
la présence de l’objet cible de l’interaction et une tâche de calcul de vecteurs
de représentation fait correspondre une paire sujet-cible en interaction à
une représentation similaire. Enfin, au moment de l’inférence, n’importe
quel détecteur d’objets peut être utilisé pour pointer les objets d’intérêt et
produire les interactions correspondantes. Notez que l’approche proposée
n’utilise aucune information ontologique telle qu’une liste préalable d’inter-
actions d’intérêt, afin de promouvoir la généralisation sur les classes cibles.
La figure 3.7 présente le principe de la méthode CALIPSO.

Figure 3.7 – Principe de la méthode CALIPSO
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La tâche de détection des interactions humain-objet consiste à localiser
et à reconnaître les humains et les objets dans une image donnée et à
identifier les actions (c’est-à-dire les verbes) qui les relient. Formellement,
il s’agit de localiser et de reconnaître l’ensemble T de triplets d’interaction
< sujet , verbe, cible > avec verbe, un verbe d’interaction parmi V verbes.
L’approche proposée traite de l’association et de la classification des paires
sujet-cible en interaction avec une complexité indépendante du nombre
d’interactions. À cette fin, CALIPSO décorrèle la tâche de détection d’objet
des tâches d’association et de classification d’interaction. C’est une méthode
agnostique au détecteur d’objets qui requiert ce dernier seulement au
moment de l’inférence, afin d’indiquer et de classer les objets à considérer
réellement pour l’interaction.

.

Figure 3.8 – L’architecture de CALIPSO commence par une backboneResnet-50 FPN avec une pyramide de carte de caractéristiques (Flmin
à

Flmax ). La carte de caractéristique d’un niveau donné l a une tailleWl ×Hl.Le réseau d’interaction est appliqué à chaque niveau. Il est composé d’unesuccession de 8 blocs convolutifs. Le réseau se divise ensuite en 3 branchescalculant 3 tâches complémentaires. A est le nombre d’ancres, V est lenombre de verbes et T est la taille du vecteur de représentation.
L’architecture du modèle proposé est un réseau neuronal multi-tâches,

illustré figure 3.8. Il se compose d’une backbone suivie d’un réseau d’interac-
tion. À partir d’une image I , une pyramide de caractéristiques est construite
à l’aide d’une backbone FPN (Feature Pyramid Network) [LDG+17], capturant
une sémantique multi-échelle de haut niveau. La backbone FPN prend en
entrée une image I de tailleW ×H , et produit des cartes de caractéristiques
pour chaque niveau : Fl de taille Wl × Hl, où Wl = W

2l
, Hl = H

2l
et l est le

niveau de la pyramide, l ∈ [lmin, lmax]. Le FPN est construit au-dessus du
réseau résiduel selon l’architecture RetinaNet [LGG+17].
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Ensuite, la pyramide des cartes de caractéristiques alimente un réseau
d’interaction entièrement convolutif qui se termine par trois têtes spéciali-
sées pour chacune des trois tâches. La première tâche est une classification
d’action qui prédit le verbe décrivant le type d’interaction entre le sujet et la
cible. La deuxième tâche estime la présence de la cible en fournissant la pro-
babilité que l’objet avec lequel un humain interagit soit visible ou non, ou soit
en dehors des classes connues du détecteur d’objets, pour un verbe donné.
La troisième tâche associe le sujet et la cible en interaction, en les faisant cor-
respondre à lamême représentation. Le réseau global est entraîné de bout en
bout : les trois tâches sont entraînées simultanément, partageant une back-
bone commune ce qui aide à la généralisation et régularise l’entraînement.

L’approche CALIPSO estime simultanément toutes les interactions pos-
sibles entre tous les humains et les objets de l’image, en un seul passage dans
l’architecture. Ainsi, CALIPSO est indépendant du nombre de sujets, de cibles
et d’instances d’interaction. De plus, en estimant de manière dense les vec-
teurs de représentation pour chaque verbe, l’extraction d’exemples négatifs
est exhaustive sur l’image. Par exemple, toutes les personnes qui ne font pas
une action spécifique sur l’image seront fournies au réseau comme échan-
tillons négatifs pour apprendre l’espace de représentation de cette action.

Pour effectuer l’estimation des trois tâches sur toute l’image, à chaque
emplacement de la carte des caractéristiques, un ensemble de boîtes de
référence appelées ancres est utilisé. Ces ancres sont définies à plusieurs
échelles et plusieurs aspect ratio alignés sur les objets. Nous utilisons des
boîtes d’ancrage similaires à celles du réseau de proposition de région de
[GDDM14]. A chaque niveau de la pyramide de carte de caractéristiques, les
ancres sont définies selon 3 ratios d’aspect, {1:2, 1:1, 2:1} et 3 coefficients
{20, 21/3, 22/3} appliqués aux 3 ratios d’aspect ce qui donne un total de A = 9

ancres à chaque emplacement de la carte de caractéristiques. Plus la carte de
caractéristique est petite, plus les ancres définies à ce niveau de la pyramide
sont grandes.

Enfin, lors de l’inférence, après avoir généré des cartes denses, un détec-
teur d’objets externe est utilisé pour pointer les sujets et les cibles candidats.
Ainsi, les triplets d’interaction finaux sont déterminés grâce à la classe d’objet
des cibles fournies par le détecteur ainsi qu’aux informations d’association et
au verbe d’interaction donnés par CALIPSO.

3.2.1 . Module d’interaction
Tout d’abord, la détection des interactions nécessite d’identifier les

objets (humains et non humains) en interaction. Pour chaque niveau l de
la pyramide des caractéristiques, nous définissons un ensemble d’ancres
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Al, contenant Wl × Hl × A ancres, où A = 9 est le nombre d’ancres à
chaque emplacement de la carte des caractéristiques. Par souci de clarté,
nous définissons A = {ai| i ∈ [1, Aall]} comme l’ensemble de toutes les
ancres de la pyramide, où Aall est le nombre total d’ancres. Chaque ancre
dans A est étiquetée comme avant-plan ou arrière-plan. Nous désignons
G = {gj | j ∈ [1, B]} comme l’ensemble des boîtes englobantes de la vérité
terrain, où B est le nombre d’objets dans l’image. Comme cela se fait
classiquement [LGG+17], une ancre est attribuée à une boîte de vérité terrain
si son intersection-sur-union (IoU) est supérieure à 0, 5. Nous définissonsAgjcomme l’ensemble des ancres assignées aux boîtes de vérité terrain gj et
AG comme l’union de toutes les ancres assignées à une boîte de vérité terrain.

Le sous-réseau d’interaction est responsable de trois tâches apprises si-
multanément. Ce sous-réseau est appliqué avec les mêmes poids à chaque
niveau de la pyramide des cartes de caractéristiques de la backbone, captu-
rant ainsi les relations entre les instances de différentes tailles pourtant locali-
sées à différents niveaux du FPN. De plus, les poids partagés du réseau appli-
qués à chaque niveau de la pyramide améliorent l’apprentissage des tâches
corrélées. Ces tâches partagent une succession de huit blocs de couches de
convolution, batchnorm et ReLU. Le nombre de blocs a été trouvé empirique-
ment. La taille spatiale de la sortie de chaque tâche pour un niveau donné de
la pyramide l est égale à la taille de la carte de caractéristiques à ce niveau :
Wl ×Hl.

3.2.2 . Apprentissage du modèle multi-tâches
La fonction de perte globale du modèle Ltotal est la somme des fonctions

de perte des trois tâches estimées par le réseau : la fonction de perte de clas-
sification du verbe Lverb, la fonction de perte de l’estimation de la présence
de la cible Ltarget, et la moyenne des fonction de perte d’estimation des re-
présentations Lemb

v .
Ltotal =

1

|V |
Lverb +

1

|V |
Ltarget +

1

|V |
∑
v∈V

Lemb
v (3.1)

Prédiction du verbe
En considérant que les sujets de l’interaction peuvent entreprendre simul-

tanément plusieurs actions, la tâche de prédiction des verbes minimise une
perte d’entropie croisée binaire multi-label Lverb entre les verbes prédits et
les verbes de la vérité terrain :

Lverb =
∑
v∈V

∑
a∈Ap

G

−qva log(pva) (3.2)
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où v est un verbe de l’ensemble V , Ap
G désigne l’ensemble des ancres

actives associées aux personnes exécutant les actions, pva est la probabilité
estimée du modèle pour la classe v et l’ancre a, qva est égal à 1 si la classe de
vérité terrain de l’ancre a est v, 0 sinon.

Contrairement aux autres méthodes, nous introduisons une estimation
supplémentaire des verbes passifs centrée sur l’objet afin d’améliorer
réciproquement la détection des relations. Par exemple la forme passive du
verbe "tenir" associé à une ancre de personne est "être tenu" pour l’ancre de
l’objet qui subit l’action. La tâche de prédiction des verbes est effectuée sur
la base de l’apparence contextuelle qui est très informative pour distinguer
les actions que les personnes effectuent et celles que les objets subissent.
Parmi l’ensemble des ancres AG , nous trouvons les ancres actives, Ap

G ,représentant les ancres associées aux personnes exécutant les actions, et
les ancres passives, Ao

G , associées aux objets subissant l’action.

La classification de la forme passive est une tâche optionnelle qui amé-
liore les performances. La tâche de prédiction des verbes produit ensuite,
pour chaque ancre, une sortie de classification sur les verbes dans les formes
active et passive, ce qui donne une sortie de taille 2V avec V le nombre
total de verbe. La perte de l’estimaton des verbes passifs est la même que
Lverb mais elle est calculée sur Ao

G , l’ensemble des ancres passives associées
aux objets subissant l’action. Cette estimation de l’interaction réciproque est
une manière d’obtenir une supervision renforcée en utilisant à la fois les
annotations initiales centrées sur l’humain et en introduisant la notion de
réciproque centrée sur l’objet.

Estimation de la présence de la cible

L’estimation de la présence de la cible une tâche complémentaire à la
tâche de prédiction du verbe. Elle vise à estimer la probabilité que l’objet, avec
lequel une personne interagit, soit visible ou non ou qu’il appartienne ou non
aux classes d’objets de la base étudiée (par exemple, les 80 classes du jeu de
données COCO). Comme pour la tâche de prédiction de verbe, l’estimation
de l’objet cible est effectuée sur l’apparence contextuelle de chaque ancre de
personne, capturant la position spatiale et l’environnement de la personne
dans l’image. Pour chaque ancre, la sortie de taille 2V consiste en des clas-
sifieurs sigmoïdes binaires. L’objectif de l’apprentissage est de minimiser la
perte d’entropie croisée binaire, Ltarget, entre les étiquettes d’objet cible de
vérité terrain et l’estimation de la cible prédite :
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Ltarget =
∑
v∈V

∑
a∈Ap

G

−qva log(p1va )− (1− qva) log(p
2v
a ) (3.3)

où v est un verbe de l’ensemble V , Ap
G désigne l’ensemble des ancres

associées aux personnes exécutant les actions, p1va est la probabilité de
présence de la cible, estimée par le modèle pour le verbe v et l’ancre a, p2vaest la probabilité d’absence de la cible, estimée par le modèle pour le verbe v
et l’ancre a, qva est égal à 1 si la cible de l’ancre a pour le verbe v est présente,
0 sinon.

Apprentissage de la représentation de l’interaction

Figure 3.9 – Exemple de la répartition des vecteurs de représentation pourune image donnée.
Cette tâche vise à associer plusieurs ancres correspondant à des sujets

et des cibles en interaction à la même représentation pour un verbe donné.
Le sous-réseau de calcul des vecteurs de représentation (en anglais, em-
beddings) est une fonction faisant correspondre l’espace des ancres A à un
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nouvel espace tel que : emb : A → RV×T où T est la dimension de l’espace
des vecteurs de représentation de l’interaction spécifique à un verbe. Pour
un verbe donné, la tâche d’estimation du vecteur de représentation vise à
s’assurer d’attribuer la même représentation aux ancres liées à la même
instance d’objet et également aux ancres appartenant à la même interaction.

La figure 3.9 illustre l’espace des vecteurs de représentation pour une
image où deux personnes sont assises sur un banc et l’une des personnes
tient un téléphone portable. Pour le verbe "être assis", les vecteurs de
représentation des ancres associées à l’enfant, à la dame et au banc seront
proches car à la fois l’enfant et la dame sont assis sur le banc. Dans le cadre
du jeu de données V-COCO, les cibles sont les objets, il n’y a donc pas d’am-
biguïté possible dans la constitution des triplets d’interaction. Cependant
si on souhaite élargir la méthode à un cas plus général où on autorise les
personnes à faire parti des cibles des interactions, alors nous sommes face à
une ambiguité où l’enfant pourrait être assis sur la dame au lieu d’être assis
sur le banc. C’est l’estimation du verbe à la forme active et passive qui va
permettre de lever l’ambiguïté et savoir "qui est assis sur qui ou quoi ?". En
effet, l’enfant et la dame auront un score élevé pour le verbe "être assis" à
la forme active alors que le banc aura un score élevé pour ce même verbe
à la forme passive, c’est donc lui qui subit l’action. Cette ambiguité est levée
seulement au premier ordre, s’il y a une succession de personnes assises les
unes sur les autres, CALIPSO ne permet pas de déterminer "qui est assis sur
qui ?".

Formellement, étant donné les ancres ai, aj ∈ A2
G où pour rappel, G est

défini comme l’ensemble des boîtes englobantes de la vérité terrain, ai et ajsont en interaction selon le verbe v, c’est-à-dire ai ∼v aj , si :
∃ gn ∈ G | (ai, aj) ∈ A2

gn (3.4)
ou

∃ (gn, gm) ∈ G2, n ̸= m,
< gn, v, gm > or < gm, v, gn >∈ T

∣∣∣∣ (ai, aj) ∈ Agn ×Agm (3.5)
Ainsi, à chaque verbe v, correspond un ensemble de classes d’équivalence

associées à une relation d’équivalence ∼v , notée Cv = {Ci
v|i ∈ [1, Ev]}, avec

Ev le nombre de classes d’équivalence pour le verbe v. Soit |Ci
v| le nombre

d’ancres appartenant à la classe d’équivalence Ci
v. La référence de la classe

d’équivalence est définie par la moyenne des représentations estimées pour
la même classe d’équivalence comme suit :

eCi
v
=

1

|Ci
v|

∑
j∈Ci

v

evj (3.6)
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où evj est le vecteur de représentation prédit pour l’ancre aj et le verbe v.
Le réseau d’estimation des vecteurs de représentation vise à apprendre

l’espace des classes d’équivalence Cv , en minimisant la perte d’équivalence
Lemb
v , définie sous une forme d’apprentissage par métrique. Pour un verbe

donné v, la fonction de perte est définie comme :
Lemb
v = Lpull

v + Lpush
v (3.7)

La fonction de perte d’attraction (en anglais pulling loss) qui vise à rassem-
bler les éléments correspondants, est définie comme suit :

Lpull
v =

1

Ev

∑
Ci
v∈Cv

λCi
v

|Ci
v|

∑
j∈Ci

v

(
evj − eCi

v

)2 (3.8)

Sur la base des annotations de la vérité terrain définissant les instances en
interaction, le premier terme de l’équation vise à fusionner les instances en
interaction dans la même classe d’équivalence en calculant la distance qua-
dratique moyenne entre les références d’équivalence eCi

v
et le vecteur de re-

présentation prédit evj pour chaque ancre j dans la classe d’équivalence Ci
v. Lepoids λCi

v
vise à se concentrer davantage sur les classes d’équivalence repré-

sentant des sujets et des cibles en interaction réelle plutôt que sur la classe
d’équivalence associée à un objet unique n’appartenant à aucune interaction
(cf. équation 3.4). Il est défini comme suit :

λCi
v
=


λpull si ∃ aj , ak ∈ Ci

v tel que
(aj , ak) ∈ Agn ×Agm , n ̸= m,

< gn, v, gm > or < gm, v, gn >∈ T ;

1 sinon.
(3.9)

La fonction de perte de répulsion (en anglais pushing loss) permet de sé-
parer des ancres d’instances qui n’interagissent pas, dans différents clusters
en utilisant une fonction exponentielle décroissante avec un paramètre fixe
σ. Elle est définie comme suit :

Lpush
v =

1

E2
v

∑
Ci
v ,C

j
v∈C2

v
i ̸=j

γCi
v ,C

j
v
exp

(
−1

2σ2

(
eCi

v
− eCj

v

)2
)

(3.10)

Le poids γCi
v ,C

j
v
introduit une pénalité douce à la fonction de perte pour

forcer le réseau à associer la cible correcte parmi plusieurs objets présents
dans l’image qui sont des cibles habituelles pour ce verbe. Par exemple, le
vecteur de représentation d’une personne assise sur une chaise donnée ne
doit pas être regroupé avec celui d’autres chaises ou objets sur lesquels on
peut s’asseoir (par exemple, un canapé, un lit, une table, ...), présents dans
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l’image. Ce poids est un moyen d’imposer la sélection de la bonne cible parmi
plusieurs candidats, même s’ils conviennent à cette interaction. Plus formel-
lement, labi est l’étiquette de classe de l’ancre ai et Lv l’ensemble des classes
d’objets pouvant être impliquées dans le type d’interaction donné par le verbe
v selon les statistiques sur le jeu de données (par exemple chaise, canapé, lit,
table... pour le verbe "s’assoir"). Le poids γCi

v ,C
j
v
est défini comme suit :

γCi
v ,C

j
v
=


γpush si ∃(ak, al) ∈ Ci

v × Cj
v tel que

(ak, al) ∈ Agn ×Agm , n ̸= m,

(labk, labl) ∈ L2
v;

1 sinon.
(3.11)

Ce processus d’estimation du vecteur de représentation est effectué pour
chaque verbe, ce qui permet au réseau d’apprendre les différentes façon d’in-
teragir en fonction du verbe. De plus, les prédictions des représentations sont
effectuées simultanément sur toutes les ancres, quel que soit le nombre d’ins-
tances. Cela permet également une meilleure gestion des interactions néga-
tives lors de l’apprentissage en traitant tous les cas d’absence d’interaction
dans l’image. De plus, cela permet à l’inférence de connecter les instances de
façon précise et rapide. La tâche d’estimation des vecteurs de représentation
ne fait pas d’hypothèses spécifiques entre les positions du sujet et de la cible,
elle peut donc modéliser des interactions aussi bien distantes que proches.
De plus, la tâche d’estimation des vecteurs de représentation apprend à asso-
cier des objets de tailles éventuellement différentes, c’est-à-dire localisés sur
différents niveaux de la pyramide.

3.2.3 . Inférence
De la même manière que les approches existantes, nous prédisons les

triplets HOI < sujet , verbe, cible > , ce qui implique de prédire les paires de
boîtes englobantes humain-objet, d’identifier le verbe et calculer le score du
triplet. Les trois tâches du modèle proposé fournissent trois cartes de carac-
téristiques. La carte d’ancres de la première tâche définit le score d’action
de chaque emplacement dans l’image. La deuxième tâche fournit une carte
de caractéristiques estimant pour chaque verbe, la présence d’une cible en
interaction pour chaque ancre relative à une personne. La troisième carte de
caractéristiques fournit une représentation pour chaque ancre dans l’image,
afin de déterminer les ancres en interaction. La méthode extrait toutes les
cartes de caractéristiques simultanément et indépendamment du nombre
d’instances d’objets qui se trouvent à des emplacements et des échelles
d’image arbitraires, contrairement à la plupart des approches existantes où
chaque paire humain-objet sélectionnée est traitée individuellement.

La prédiction des triplets HOI nécessite la détection préalable de toutes
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les personnes et objets de la scène. Ainsi, lors de l’inférence, CALIPSO né-
cessite un détecteur d’objet externe pour pointer les ancres d’intérêt sur les
sorties du réseau. Le détecteur externe peut être n’importe quel détecteur
d’objets fournissant les positions des boîtes englobantes et les scores de
classe, notés sdeth pour une personne et sdeto pour un objet.

Le détecteur fournit un ensemble de boîtes de délimitation d’objets candi-
dats qui sont ensuite mises en correspondance avec la grille d’ancre. L’ancre
sélectionnée est celle optimisant un graphe biparti basé sur les IoU entre les
ancres et les boîtes fournies par le détecteur. Ainsi, à partir de cette mise en
correspondance, pour chaque verbe v et pour chaque boîte candidate, dif-
férents scores peuvent être lus : les scores des verbes (plus précisément, le
score actif sactivev,h pour une personne et le score passif spassivev,o pour un objet),
les scores de présence de la cible stargetv,h pour une personne, et les représenta-
tions evi de chaque instance détectée. Ces vecteurs sont comparés entre eux
en définissant un score de connexion semb

v,h,o calculé comme suit :
semb
v,h,o = exp(−|evh−evo |) (3.12)

Nous faisons l’hypothèse grossièremais simplificatrice que tous les scores
sont indépendants, cela nous permet d’utiliser lamoyenne géométrique pour
définir le score du triplet comme suit :

stripletv,h,o = 6

√
sdeth sactivev,h sdeto spassivev,o stargetv,h semb

v,h,o (3.13)
Tous les triplets possibles sont calculés pour chaque personne détectée

et chaque verbe. Un score de paire < subject , verb > est également calculé
pour le cas d’absence d’objet cible :

spairv,h = 3

√
sdeth sactivev,h (1− stargetv,h ) (3.14)

La moyenne géométrique nous permet de comparer les scores stripletv,h,o et
spairv,h qui n’ont pas le même nombre de terme. Pour un verbe et une personne
donnés, tous les triplets et la paire sont triés en fonction de leurs scores et
celui qui a le score le plus élevé est conservé après seuillage.

3.3 . Expériences
Les expériences sont menées sur deux ensembles de données largement

utilisés pour la détection des interactions, avec une comparaison entre l’ap-
proche proposée et l’état de l’art.
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3.3.1 . Jeux de données
V-COCO dataset [GM15] est un sous-ensemble du jeu de données

COCO [LMB+14] pour la détection des interactions humain-objet. Il com-
prend 10 346 images (2 533 images dans l’ensemble d’entraînement, 2 867
images dans l’ensemble de validation et 4 946 images dans l’ensemble de
test). V-COCO contient 16 199 instances humaines, où chaque personne est
annotée avec 29 catégories d’action sur 80 catégories d’objet. Les objets
cibles de l’ensemble de données sont classés en deux types : "objet" ou
"instrument". La dénomination "objet" concerne les cibles qui subissent
l’action (par exemple, "découper un gâteau"), tandis que "instrument" est
employé pour les objets permettant l’interaction (par exemple, "découper
avec un couteau"). Quatre verbes n’ont pas de cible ("debout", "sourir",
"courir" et "marcher").

HICO-DET dataset [CLL+18] est un sous-ensemble du jeu de données
HICO pour la détection des interactions humain-objet. Il est plus grand et
plus diversifié que le jeu de données V-COCO. HICO-DET comprend 47 051
images (37 536 images dans l’ensemble d’entraînement et 9 515 images
dans l’ensemble de test). HICO-DET contient 117 catégories d’actions sur 80
catégories d’objets comme le jeu de données COCO. Toutes les combinaisons
d’actions et d’objets ne sont pas pertinentes, selon une ontologie définie. Par
conséquent, seules 600 catégories spécifiques d’interaction humain-objet
sont annotées et évaluées.

3.3.2 . Métriques d’évaluation
En suivant les paramètres d’évaluation standard des jeux de données

V-COCO [GM15] et HICO-DET [CLL+18], nous évaluons les performances de
détection des HOI à l’aide de la métrique de précision moyenne : AProle .Le triplet < sujet , verbe, cible > prédit est considéré comme un vrai positif,
lorsque toutes les composantes prédites du triplet sont correctes. Les boîtes
de délimitation prédites de la personne et de l’objet sont supposées être
correctes si elles ont un IoU supérieur à 0,5 avec les boîtes de vérité terrain.

Suivant les travaux précédents [CLL+18, GZH18, GGDH18, QWJ+18], l’éva-
luation sur le jeu de données V-COCO est basée sur la précision moyenne
du rôle appelé AP 1

role sur 24 catégories de verbes. En effet, pour une com-
paraison équitable avec les approches de l’état de l’art, 5 actions ("debout",
"sourir", "courir", "marcher" et "pointer") sont ignorées dans l’évaluation,
comme dans les approches précédentes. Les quatre premières car ce sont
des verbes sans objet cible et "pointer" car V-COCO contient trop peu
d’exemple pour qu’un entraînement sur ce verbe soit pertinent.
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En ce qui concerne le jeu de données HICO-DET [CLL+18], nous présen-
tons le AP moyen sur trois ensembles différents de catégories de HOI : (a)
l’ensemble des 600 catégories deHOI dans HICO-DET (Full), (b) 138 catégories
de HOI avec moins de 10 instances d’apprentissage (Rare), et (c) 462 catégo-
ries deHOI avec 10 ou plus d’instances d’apprentissage (Non-Rare).

3.3.3 . Détails d’implémentation
Nous initialisons la backbone du ResNet-50 FPN avec les poids corres-

pondants de RetinaNet [LGG+17] entraîné sur l’ensemble de données de
COCO dont les images V-COCO ont été préalablement retirées.

CALIPSO est entraîné par descente de gradient stochastique (SGD), avec
un taux d’apprentissage initial de 0,016, qui est ensuite divisé par 10 à 25 000
itérations sur un lot de taille 10. Un flip horizontal de l’image est appliqué pour
l’augmentation des données. Le weight decay est fixé à 10−4 et le momentum
à 0,9. σ, λv et γv sont fixés expérimentalement à 2, 10 et 100.

Lors de l’inférence, CALIPSO a besoin d’un détecteur externe pour filtrer
les boîtes en interaction sur les sorties des trois sous-tâches du réseau.
Comme dans la plupart des méthodes de l’état de l’art, le Faster RCNN
[RHGS15] issu de Detectron 1 est utilisé comme détecteur externe. Il s’appuie
sur une backbone ResNet-50-FPN pour générer toutes les boîtes d’objets.
D’autres détecteurs d’objets sont également testés pour montrer leur
influence sur la détection desHOI .

3.3.4 . Résultats Qualitatifs
Les figures 3.10 et 3.11 illustrent les résultats des interactions détectées

par le modèle proposé. Elles montrent tous les triplets présents dans l’image.
Chaque triplet est représenté par une boîte en trait plein pour le sujet et une
boîte en pointillé pour l’objet cible. En haut à gauche de la boîte du sujet,
l’action effectuée est indiquée sur un fond de la même couleur que la boîte
de la cible correspondante.

La figure 3.10 illustre les interactions détectées par notre approche.
Comme on peut le voir, CALIPSO peut déduire les HOI dans diverses
situations telles que :

• Une personne effectuant différentes actions sur un même objet (par
exemple, "une personne conduit, s’assoit et tient un vélo", dans la Fi-
gure 3.10-a-b-c-f).

• Une personne interagissant avec différents objets (par exemple, dans
les figures 3.10-b et 3.10-f, "une personne travaille sur un ordinateur tout

1. https ://github.com/facebookresearch/Detectron
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en étant assise sur une chaise/un canapé").
• Plusieurs personnes interagissant avec un même objet (par exemple,
dans la figure 3.10-e, "deux personnes tiennent le même couteau").
Remarquez que CALIPSO assigne correctement l’objet cible à l’action
correspondante, et peut détecter avec succès les interactions sans
contact (dans la Figure 3.10-d, "regarder et lancer un frisbee").

Figure 3.10 – Exemples d’interactions humain-objet détectées par CALIPSOsur certaines images du test de V-COCO. Un triplet d’interaction est composéd’un sujet humain représenté par une boîte en trait plein, d’un objet ciblereprésenté par une boîte en pointillés et, en haut à gauche de la boîte dusujet, l’action effectuée est inscrite sur un fond de la même couleur que laboîte de l’objet cible. Les différentes couleur de traits sont utilisées pourdistinguer chaque objet détecté. On peut voir que CALIPSO arrive àreconnaître quand une personne effectue différentes actions sur un mêmeobjet, c’est le cas de l’image (a) où la personne tient, est assise sur et montele cheval. CALIPSO est également capable de détecter si une personneinteragit avec différents objets, c’est le cas pour l’image (f) où la personne està la fois assise sur la chaise et travaille sur l’ordinateur. Enfin, CALIPSO estégalement capable de détecter lorsque différentes personnes utilisent lemême objet. C’est le cas pour l’image (e) où les deux personnes à droitetiennent le même couteau.
La figure 3.11 illustre un autre échantillon d’images de test de V-COCO, où
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Figure 3.11 – Illustration de détections incorrectes d’interaction humain-objetsur quelques images de test de V-COCO. Dans l’image (a), CALIPSO afaussement estimé que la personne au premier plan tient la moto au secondplan, cela peut s’interpréter par une mauvaise compréhension de laprofondeur des objets dans la scène. Dans l’image (b), le téléphone portablen’a pas été détecté donc l’association ne peut être réalisée. Dans l’image (c),le sac à dos a été classifié comme un humain et le verre à vin est tenu par lamauvaise personne. Dans l’image (d), la position ambiguë de la personneimplique une mauvaise estimation du verbe "monter sur".

CALIPSO détecte quelques triplets incorrects. Ceci est principalement dû à :
• Une détection d’objet erronée, avec soit l’absence d’objet détecté
(comme le montre la figure 3.11-b où le téléphone portable n’est pas
détecté), soit un objet mal classé (illustré dans la figure 3.11-c où le sac
à dos est classé comme humain).

• Une mauvaise estimation du verbe, illustrée dans la figure 3.11-d où la
personne a une posture ambiguë.

• Une mauvaise association de cibles, illustrée sur la figure 3.11-c où le
verre à vin est tenu par la mauvaise personne.

La figure 3.11-a montre un exemple où toutes ces difficultés apparaissent si-
multanément. En effet, la forte densité d’objets entraîne davantage d’occul-
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tations, une mauvaise compréhension de la profondeur des objets dans la
scène et, par conséquent, des confusions dans les associations sujet-cible.

3.3.5 . Résultats Quantitatifs
Étude d’ablation
Dans le Tableau 3.1 nous évaluons sur le jeu de données V-COCO les

contributions des différentes composantes de la méthode.

Méthode AP1
role (%)CALIPSO 46.36CALIPSO sans le partage des poids 43.86CALIPSO sans le mode passif du verbe 36.86CALIPSO sans l’estimation de la présence de la cible 25.51

CALIPSO 5 blocs convolutifs 44.35CALIPSO 8 blocs convolutifs 46.36CALIPSO 11 blocs convolutifs 45.05
Table 3.1 – Étude d’ablation pour CALIPSO sur le jeu de test de V-COCO.

Les poids partagés : Le partage des poids entre les niveaux du réseau
de la pyramide des caractéristiques montre une amélioration de 2, 25 p.p.
(points de pourcentage) des performances de détection des interactions.
Intuitivement, cela permet demieux capturer les relations entre les instances
appartenant à différents niveaux du FPN correspondant à différentes tailles
d’objets.

Le mode passif : Alors que le mode actif est centré sur le sujet, le mode
passif est un moyen d’introduire un point de vue complémentaire centré sur
la cible et, ainsi, d’introduire une redondance pour améliorer la robustesse.
Sans tâche en mode passif, notre modèle atteint un AP 1

role de 36.86%. Il
augmente d’environ 10 p.p. et atteint un AP 1

role de 46.36% lorsque le mode
passif est utilisé.

La présence de la cible : La présence de la cible a un impact énorme
sur les performances de CALIPSO, augmentant les résultats d’environ 20

p.p. Une telle variation des performances est due à la difficulté de fixer
une distance maximale (dans l’espace des représentations) en dessous de
laquelle un sujet peut être considéré en interaction avec la cible. Il est bien
connu que le seuillage direct d’une métrique apprise n’est pas trivial. En effet,
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l’apprentissage par métrique ne contraint pas la distance absolue entre les
échantillons mais impose seulement un classement entre eux. La tâche de
présence de la cible est un moyen de contourner ce problème.

Profondeur du réseau d’interaction : Le nombre de blocs utilisés dans
le réseau d’interaction a été choisi de manière empirique. Une succession de
8 blocs convolutionnel a donné le meilleur résultat.

Résultats sur le jeu de données V-COCO
Comme la méthode proposée se concentre sur la classification des

HOI indépendamment de la tâche de détection d’objets, elle peut avanta-
geusement utiliser n’importe quel détecteur d’objets externe au moment
de l’inférence. En effet, le changement de détecteur ne nécessite pas de
réentraîner ou d’adapter le réseau, ce qui est une propriété très intéressante
lorsque de meilleurs détecteurs d’objets apparaissent dans l’état de l’art.

Par conséquent, nous évaluons notre modèle avec deux détecteurs
d’objets externes différents : Faster RCNN [RHGS15] avec une backbone
ResNet50 (Faster R50) qui est généralement utilisée par les méthodes de l’état
de l’art comme base pour apprendre les interactions, et Faster RCNN avec
une backbone ResNext101 [XGD+17] (Faster RNext101). Pour une comparaison
équitable, nous présentons les résultats RPDCD de l’approche Interactive-
ness [LZH+19] qui correspond au modèle entraîné sans jeux de données
supplémentaires.

Le tableau 3.2 présente les résultats d’évaluation des variantes de
CALIPSO par rapport aux méthodes de l’état de l’art sur le jeu de données
V-COCO. CALIPSO atteint des performances similaires à la meilleureméthode
Interactiveness [LZH+19] avec une backbone plus complexe, Faster RNext101,
mais il est beaucoup plus efficace en termes de temps de calcul comme
illustré et expliqué figure 3.12 et section 3.3.6.

De plus, afin de décorréler la tâche de détection d’objet de celle de
détection d’interaction, nous utilisons à l’inférence le détecteur d’objet parfait
(c’est-à-dire les vérités terrain de détection du jeu de données) et reportons
les résultats dans le tableau 3.2. Le détecteur parfait permet d’augmenter
les performances ce qui montre que la qualité de la détection a un impact
significatif sur les résultats de la détection d’interaction. Néanmoins, l’amé-
lioration n’est que de 7 p.p., la performance finale de 54.48% montre qu’il
y a encore une grande marge de progrès et que le problème d’association
sujet-cible et celui de classification des verbes est loin d’être résolu.
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Méthode Détecteur / Backbone AP1
role (%)V-COCO [GM15] Faster R50 31.8InteractNet [GGDH18] Faster R50 40.0GPNN [QWJ+18] Deform. CNN 44.0iCAN late(early) [GZH18] Faster R50 44.7 (45.3)Xu [XWL+19] Faster R50 45.9Interactiveness [LZH+19] Faster R50 47.8CALIPSO Faster R50 46.36CALIPSO Faster RNext101 47.65CALIPSO Vérité terrain 54.48

Table 3.2 – Comparaison des résultats de l’évaluation de CALIPSO surl’ensemble de test de V-COCO avec les résultats des méthodes de l’étatde l’art. Les détecteurs d’objets ou les backbones utilisés sontmention-nés dans la colonne du milieu.
Résultats sur le jeu de données HICO-DET
Les objets du jeu de données HICO-DET étant annotés grossièrement

(plusieurs boîtes peuvent être attribuées au même objet), nous adoptons le
même protocole que [GGDH18] pour nettoyer les annotations. Nous utilisons
un détecteur d’objets ResNext101 entraîné sur COCO pour détecter les objets
et attribuer les étiquettes de vérité terrain des annotations HICO-DET aux
objets détectés qui chevauchent fortement les boîtes HICO-DET.

Selon les paramètres de [CLL+18], nous présentons l’évaluation quanti-
tative des interactions Full, Rare, et Non-Rare sur le paramètre d’évaluation
"default". Le tableau 3.3 présente les résultats de précisionmoyenne de notre
méthode sur le jeu de données HICO-DET, par rapport aux approches de
détection desHOI les plus récentes. Une fois de plus, pour une comparaison
équitable, nous avons présenté des méthodes qui utilisent uniquement le
jeu de données sans l’aide de données supplémentaires, telles que les
connaissances linguistiques, provenant de jeux de données externes par
exemple.

L’approche proposée montre des résultats compétitifs, atteignant la
deuxième place avec le détecteur Faster RNext101.
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Précision Moyenne (Default)Méthode Full Rare Non-Rare
HO-RCNN [CLL+18] 7.81 5.37 8.54InteractNet [GGDH18] 9.94 7.16 10.77GPNN [QWJ+18] 13.11 9.34 14.29Xu [XWL+19] 14.70 13.26 15.13iCAN [GZH18] 14.84 10.45 16.15Interactiveness [LZH+19] 17.03 13.42 18.11CALIPSO (Faster R50) 14.31 10.43 15.46CALIPSO (Faster RNext101) 14.89 11.12 16.01

Table 3.3 – Résultats d’évaluation sur l’ensemble de test HICO-DET,comparés aux méthodes les plus récentes.
3.3.6 . Complexité algorithmique

En ce qui concerne la complexité par rapport au nombre de personnes
(N ) et d’objets (M ) dans l’image, CALIPSO n’effectue qu’un seul passage dans
l’image avec une complexité O(1), alors que toutes les autres approches de
l’état de l’art au moment des travaux ont une complexité O(P ) avec P le
nombre de paires traitées, T ≤ P ≤ N × M avec T = |T | le nombre de
triplets de vérité terrain. L’impact sur le temps de calcul est illustré dans la
figure 3.12 : CALIPSO s’exécute en temps constant (460 ms sur NVIDIA Titan X
Pascal) indépendamment du nombre de personnes et d’objets dans l’image.
En revanche, les méthodes de l’état de l’art qui fournissent leurs codes, In-
teractiveness [LZH+19] et iCAN [GZH18], ont un temps de calcul très variable
selon le nombre d’objets dans l’image. Ce temps est de moins d’une seconde
pour des images avec peu d’objets à plus de 40 secondes pour des scènes
denses.

3.4 . Conclusion et perspectives
Nous avons proposé un nouveau modèle de détection d’interactions,

nommé CALIPSO. Il estime toutes les interactions de manière efficace et
simultanée entre toutes les personnes et les objets en effectuant un seul
passage sur l’image et quel que soit le nombre d’objets et d’interactions
dans l’image. Cette complexité constante est obtenue grâce à une stratégie
d’apprentissage par métrique qui regroupe le sujet et la cible en interaction,
et écarte tous les objets qui n’interagissent pas. En outre, l’ajout d’une tâche
d’estimation de la présence de la cible ainsi que d’une estimation du verbe
passif redondant centré sur l’objet permet d’améliorer les performances.
CALIPSO présente des résultats compétitifs par rapport à l’état de l’art sur
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Figure 3.12 – Temps de calcul en secondes pour CALIPSO, Interactiveness[LZH+19] et iCAN [GZH18] pour des nombres croissants de paires potentiellesprésentes dans l’image.

deux ensembles de données largement utilisés, tout en étant beaucoup plus
scalable avec le nombre d’interactions dans l’image.

L’un des intérêts de CALIPSO est d’être agnostique au détecteur d’objet,
si un nouveau détecteur d’objet plus performant est disponible, il peut être
facilement utilisé par CALIPSO sans ré-apprendre lemodèle de détection d’in-
teractions. Cependant le fait d’utiliser un détecteur d’objet externe peut être
limitant dans le cas où le temps de calcul ou les contraintes d’exécution (en
terme de mémoire par exemple) ne permettent pas l’usage de deux modèles
séparés.

Une nette amélioration de CALIPSO est étudiée dans le chapitre suivant.
Notre idée consiste à apprendre à reconnaître les objets en même temps
que l’entraînement des interactions pour un partage efficace des représenta-
tions. Notre approche permet unemeilleure compréhension des interactions
et ainsi augmente les résultats de détection desHOI .
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4 - Détection simultanée d’instances et d’in-
teractions
Les interactions humaines, telles que les interactions sociales et violentes,

ne sont généralement pas prises en compte dans les jeux de données publics
pour la détection des interactions humain-objet (HOI). Comme nous pen-
sons que ces types d’interactions ne peuvent être ignorés et décorrélés des
HOI lors de l’analyse du comportement humain, nous proposons un nou-
veau jeu de données d’interaction pour traiter les deux types d’interactions
humaines : Human-to-Human-or-Object (H2O). De plus, nous introduisons
une nouvelle taxonomie de verbes, destinée à être plus proche d’une descrip-
tion de l’attitude du corps humain en relation avec les cibles environnantes de
l’interaction, et plus indépendante de l’environnement. Contrairement à cer-
tains ensembles de données existants, nous nous efforçons d’éviter de définir
des verbes synonymes lorsque leur utilisation dépend fortement du type de
cible ou nécessite un niveau élevé d’interprétation sémantique.

De manière à proposer des résultats de référence compétitifs sur le nou-
veau jeu de données H2O, nous proposons une extension de CALIPSO, ap-
pelée DIABOLO (Detecting InterActions By Only Looking Once), qui a l’avantage
d’intégrer un détecteur d’objets. En effet, CALIPSO est une architecture mo-
dulaire séquentielle dont le déploiement peut être freiné par le coûtmémoire
qu’implique de lancer deux réseaux distincts. DIABOLO est une architecture
multi-tâches dont l’optimisation est réalisée de bout en bout. De plus, nous
montrons que le partage des représentations entre les deux tâches améliore
la détection des interactions et permet à DIABOLO d’afficher les meilleurs ré-
sultats de l’état de l’art sur le jeu de données V-COCO. La figure 4.1 présente
les différences d’architecture entre CALIPSO et DIABOLO.

Figure 4.1 – Différences d’architecture entre CALIPSO et DIABOLO
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L’état de l’art des travaux présentés dans ce chapitre est lemêmeque celui
du chapitre précédent, établit section 3.1.
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4.1 . Jeu de données proposé
Plusieurs jeux de données d’images pour HOI ont été mis à dispo-

sition [GM15, CLL+18]. Cependant, ils se concentrent sur des cibles non
humaines, appelées "objets" ci-après. Par conséquent, de nombreuses
interactions humaines, telles que les interactions sociales ou violentes, ne
sont pas prises en compte. Pour analyser le comportement humain, les
interactions Humain-à-Humain (HHI), c’est-à-dire les interactions entre
personnes, ne peuvent être ignorées et décorrélées des HOI . Par exemple,
dans les applications de vidéo protection, il est intéressant de reconnaître les
personnes qui se battent, de les distinguer des personnes qui s’enlassent,
mais aussi de détecter les personnes qui donnent des coups de pied dans
du matériel urbain. Le manque de jeux de données traitant des deux types
d’interactions est la première motivation pour proposer un nouveau jeu de
données appeléH2O (Human-to-Human-or-Object).

De plus, les taxonomies utilisées par les ensembles de données exis-
tants [GM15, CLL+18] sont parfois ambiguës. Par exemple, certains types
d’interactions correspondent à des verbes synonymes (par exemple, ins-
pecter ou regarder un objet, tenir ou porter un téléphone portable, lire ou
regarder un livre...) qui parfois ne diffèrent que par le type de cible (par
exemple, surfer, faire du snowboard, ou faire du skateboard) ou nécessitent
un haut niveau d’interprétation sémantique du contexte ou de l’intention
(par exemple, tenir, cueillir ou acheter une pomme, monter ou s’asseoir sur
un cheval). Inversement, certains verbes anglais peuvent fusionner différents
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types de postures ou d’attitudes humaines qui pourraient être distinguées
dans une autre langue (par exemple, "to ride a horse or a bus" ne corres-
pondent pas exactement à la même attitude corporelle par rapport à l’objet
cible). Ceci nous motive à introduire une nouvelle taxonomie de verbes,
destinée à être plus proche d’une description de l’attitude du corps humain
en relation avec les cibles d’interaction environnantes, et moins dépendante
de l’environnement, du type de cible ou de l’arbitraire linguistique. Pour
constituer le jeu de données H2O, nous avons ré-annoté les images du jeu
de données V-COCO [GM15] avec cette nouvelle taxonomie incluant à la fois
les cibles objet et humaine, et ajouté de nouvelles images pour enrichir le jeu
de données avec les verbes HHI . La figure 4.2 présente des images du jeu
de donnéesH2O contenant à la fois desHOI et desHHI .

Figure 4.2 – Exemples d’images issues du jeu de donnéesH2O contenant àla fois desHOI et deHHI .
Nous présentons d’abord les modalités qui constituent le jeu de données,

la taxonomie choisie pour annoter les interactions et nous la comparons aux
jeux de données actuellement disponibles. Ensuite, nous présentons les mé-
triques permettant d’évaluer les performances des méthodes de détection
d’interactions humaines.

4.1.1 . Composition deH2O

H2O est composé des 10 301 images de V-COCO [GM15] auxquelles
sont ajoutées 3 666 images sélectionnées sur le web comme pour le jeu de
données COCO [LMB+14] et qui contiennent principalement des interactions
entre personnes. Ainsi, contrairement aux jeux de données actuellement
disponibles, H2O présente des interactions entre personne et objet mais
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aussi entre personne et personne. En ce qui concerne les annotations
d’objets, toutes les instances en interaction sont annotées avec des boîtes
englobantes, même si elles n’appartiennent pas aux 80 classes de COCO
[LMB+14]. Au total, les instances sont réparties dans 214 classes. Cependant,
sur un total de 128 969 instances annotées (58 225 personnes et 70 744 ob-
jets), 96% font partie des 80 classes de COCO. Les interactions sont annotées
de manière exhaustive pour chaque personne, qu’elles soient réalisées avec
un objet ou une autre personne. Ces annotations ont été réalisées avec l’outil
d’annotation développé par le laboratoire, Pixano (https ://pixano.cea.fr).

Les annotations des images sont disponibles publiquement sous la licence
"Creative Commons Attribution Non Commercial 4.0". Nous fournissons éga-
lement les liens de téléchargement des images supplémentaires au jeu de
données V-COCO sans avoir à les redistribuer directement.

4.1.2 . Taxonomie deH2O

Pour annoter H2O, nous avons défini une nouvelle taxonomie de verbes
comprenant à la fois HOI et HHI . Nous avons créé cette taxonomie à la
main en nous efforçant de lever les limites rencontrées dans les jeux de
données déjà existants. En effet, cette taxonomie, présentée figure 4.3, se
veut plus proche de l’attitude du corps humain par rapport aux cibles d’inter-
action environnantes, et moins dépendante de l’environnement dans lequel
se déroulent les interactions, du type de cible ou du biais linguistique. Nous
nous efforçons donc d’éviter les verbes synonymes lorsque leur utilisation
dépend fortement du type de cible ou les verbes qui nécessitent un niveau
élevé d’interprétation sémantique.

Le jeu de données H2O est annoté avec 51 verbes répartis en cinq caté-
gories :

• (i) les verbes décrivant la posture générale du sujet
• (ii) les verbes liés à la façon dont le sujet se déplace
• (iii) les verbes utilisés pour les interactions avec des objets
• (iv) les verbes décrivant les interactions entre humains
• (v) les verbes d’interactions impliquant la force ou la violence qui
peuvent toucher soit des objets soit des personnes.

Les catégories de posture et de mouvement ont des verbes qui sont
exclusifs et obligatoires. Cela signifie que chaque personne dans l’image doit
être annotée avec un seul verbe de posture et un seul verbe de mouvement.
H2O contient 58 225 verbes de posture et autant de verbes de mouvement.
Les verbes des trois autres catégories ne sont ni exclusifs, ni obligatoires.
Cela signifie que les sujets peuvent être annotés avec aucun, un ou plusieurs
de ces verbes d’interaction.

84



Figure 4.3 – Hiérarchie de la taxonomie proposée dansH2O

Les verbes de posture – Les verbes de posture sont : "debout", "penché",
"assis", "accroupi", "couché", "autre" et "posture indéterminée". La "posture
indéterminée" est dédiée aux personnes tronquées dont la posture ne peut
être déterminée avec certitude. Au contraire, "autre" signifie que le sujet
est entièrement vu mais que sa posture n’est pas habituelle ou ne peut
être décrite simplement. C’est par exemple le cas de certaines positions
acrobatiques dans les images sportives.

Les verbes de mouvement – Les verbes de mouvement sont : "immobile",
"marcher", "courir", "chevaucher", "sur une planche", "ramper", "sauter
ou tomber", "danser", "nager", "grimper" et "mouvement indéterminé".
L’expression "immobile" est dédiée aux personnes qui ne bougent pas. Le
"mouvement indéterminé" est annoté pour les personnes qui sont tronquées
et dont le mouvement ne peut être décrit avec certitude. Nous avons choisi
d’annoter avec "sur une planche” tous les types de mouvement sur une
planche (par exemple, skateboard, surf, snowboard, ski) pour ne pas être lié
au contexte des interactions. Tous les verbes de posture et de mouvement
peuvent avoir une cible et celle-ci est nécessairement la même pour les deux
verbes. Par exemple, une personne peut être "debout" et "immobile" sur un
tabouret. Dans la troisième ligne de la Figure 4.4, la distinction entre posture
et mouvement avec la possibilité d’annoter une cible permet une description
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précise d’une "personne accroupie se déplaçant sur un skateboard".
Les verbes d’interactions avec des objets – Ces verbes ne peuvent être

réalisés qu’avec des objets. On sépare finement le fait de tenir un objet en
quatre verbes : "tenir", "soulever", "porter sans les mains" et "tirer ou pousser
doucement" car ils sont visuellement différents. L’expression "soulever" est
réservée aux objets lourds qui doivent être soulevés à deux mains (par
exemple, un canapé). "Porter sans les mains" est utilisé pour les objets qui
sont portés sans les mains (sac àmain ou sac à dos sur le dos ou sur l’épaule).
"Tirer ou pousser doucement" est réservé aux objets roulants comme la
valise, le caddie ou la poussette. Nous ne distinguons pas "tirer" de "pousser"
car cette expression est ambiguë sur une seule image. "Manipuler" est
annoté pour les personnes qui utilisent un objet pour sa fonction spécifique.
Par exemple, ce verbe regroupe des verbes comme "couper", "brosser"
ou "coller". Quatre verbes de cette catégorie acceptent jusqu’à deux types
d’objets en interaction : la cible finale de l’interaction et l’outil ou l’instrument
utilisé pour exécuter l’interaction sur l’objet cible. Ces verbes sont : "pointer”,
"utiliser sur”, "manger” et "boire”. "Manger" et "boire" sont annotés comme
tels, uniquement lorsque le sujet fait le geste de porter quelque chose à la
bouche (par exemple, s’asseoir autour d’une table avec un plat ne signifie
pas que la personne est en train de le manger). Enfin, "regarder", "parler au
téléphone" et "fumer" font également partie de cette catégorie.

Les verbes d’interactions sociales – Les verbes de cette catégorie sont
exclusivement liés aux interactions entre les personnes. Les verbes d’interac-
tion sont : "faire un câlin", "embrasser", "serrer la main", "faire un signe de la
main", "taper dans lamain", "tape du poing", "lever le pouce", "tapoter", "tenir
quelqu’un", "tirer ou pousser doucement quelqu’un", "porter quelqu’un",
"pointer quelqu’un" et "agir sur quelqu’un". Les expressions "pointer" et "agir
sur" peuvent être utilisées avec un instrument (le cas échéant) qui permet de
réaliser l’interaction, ainsi qu’avec la cible humaine finale (par exemple, un
médecin "agit sur" un patient "avec" un stéthoscope).

Les verbes d’interactions violentes – Les cibles des verbes d’interac-
tion de cette catégorie peuvent être soit une personne, soit un objet. Les
interactions sont réalisées avec force ou violence. Les verbes sélectionnés
dépendent fortement des parties du corps impliquées : "coup de poing",
"coup de pied", "étranglement", "bloquer", "tirer ou pousser fortement",
"lancer", "attraper" et "frapper". Si cela est approprié, "frapper" peut être
annoté avec un instrument (par exemple, "frapper" la balle "avec" une batte
de baseball).
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L’annotation de toutes ces interactions est une tâche très lourde. Pour
éviter le plus possible les erreurs, nous avons développés un module d’anno-
tation pour chacune des 5 catégories de verbe et nous avons donné comme
consignes aux annotateurs de traiter toutes les images avec une catégorie de
verbe avant de passer au module suivant. Cela permet à l’annotateur de se
concentrer sur une sous-partie des verbes. De plus, une pré-annotation au-
tomatique était réalisée en utilisant les annotations de détection des images
issues de V-COCO ainsi que les annotations d’interactions, converties dans la
nouvelle taxonomie. Enfin, pour la catégorie des verbes de posture, toutes
les personnes étaient pré-annotées avec le verbe "debout" et avec le verbe
"immobile" pour la catégorie des verbes de mouvement. En effet, statistique-
ment, une grande majorité des images présentent des personnes debout et
immobiles. Les différentes règles expliquées dans chaque catégorie sur l’ex-
clusivité des verbes et le type d’objet cible ont également été intégrées dans
l’outil pour éviter les erreurs et les oublis.

4.1.3 . Comparaison avec les bases de données existantes
Le jeu de données V-COCO [GM15] est un sous-ensemble du jeu de

données COCO [LMB+14] où chaque personne est annotée avec 26 verbes
d’interaction sur 80 catégories d’objets. Contrairement àH2O, quatre verbes
("debout”, "sourire”, "courir” et "marcher”) ne mettent pas en jeu de cible.
De plus, chaque interaction est limitée à un seul objet cible pour un sujet
donné. Ces deux points ne permettent pas de décrire la scène de manière
exhaustive. Par exemple, si une personne est debout sur un tabouret et tient
deux objets différents en même temps, ces limitations forcent la description
partielle d’une personne debout tenant un seul objet. Dans l’image de la
deuxième ligne de la figure 4.4, V-COCO annote seulement une des deux
valises tirées par la personne. De plus, contrairement à H2O, toutes les
interactions qui font partie des 26 verbes ne sont pas annotées de manière
exhaustive dans l’image (par exemple, la femme immobile de la première
ligne de la Figure 4.4 n’est pas annotée). La figure 4.4 illustre les différences
entre les annotationsH2O et V-COCO.

Le jeu de données HICO-DET [CLL+18] est plus grand et plus diversifié
que le jeu de données V-COCO car il contient 117 catégories d’actions sur
les mêmes 80 catégories d’objets que le jeu de données COCO. Cependant,
ces prédicats sont très spécifiques et trop liés au contexte de la scène. Par
exemple, "dribbler" est toujours fait avec un ballon de sport ou "glisser" est
toujours fait avec une planche.

Contrairement àH2O, dans ces deux jeux de données, les objets en inter-
action endehors des 80 classes deCOCOne sont pas annotés. Les tableaux 4.1
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Figure 4.4 – Comparaison des annotations entreH2O et V-COCO

et 4.2 présentent des statistiques surH2O par rapport à V-COCOet HICO-DET.
Le tableau 4.1 montre la quantité d’images, le nombre de verbes et leur type
de cible. Le tableau 4.2 compare le nombre global d’interactions entreH2O et
V-COCO, et détaille le nombre d’interactions par catégories. Comme les caté-
gories de posture et de mouvement sont obligatoires, donc exhaustivement
annotées dans H2O, leur quantité est beaucoup plus importante que pour
V-COCO. Le tableau compare également le nombre moyen de personnes par
image, et le nombre moyen d’objets par image.

4.1.4 . Protocole d’évaluation
V-COCO [GM15] propose une évaluation des détections de HOI basée

sur deux métriques. La première est la précision moyenne de l’agent,
APagent, qui mesure la précision de la paire < sujet, verbe >. La seconde,
la précision moyenne du rôle, appelée AProle, analyse l’ensemble du triplet
< sujet, verbe, cible > en le considérant comme un vrai positif lorsque toutes
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Jeu de données #images #verbes Type de cible
HICO-DET [CLL+18] 47 774 117 objetV-COCO [GM15] 10 346 26 objet
H2O 13 967 51 objet, personne

Table 4.1 – Comparaison des jeux de données selon le nombre d’imageset de verbes

Jeu de données #interactions #personne #objetpar parimage image
V-COCO [GM15] Total : 49 019 3.8 4.9Posture + Mouvement : 22 480

HOI : 26 539
H2O Total : 151 816 4.2 5.1Posture + Mouvement : 116 450

HOI : 25 984Social : 5 413Violence : 3 969
Table 4.2 – Comparaison des jeux de données selon le nombre d’anno-tations

les composantes sont correctes. Les boîtes prédites de l’humain et de l’objet
sont correctes si elles ont un IoU supérieur à 0,5 avec les boîtes de vérité
terrain. Deux métriques AProle différentes sont proposées. Elles diffèrent
dans l’évaluation du triplet < sujet, verbe, ∅ > qui apparait lorsque l’objet
cible n’est pas vu, n’existe pas ou ne fait pas partie des 80 classes de COCO.
Dans le premier cas (AProle1), le fait de ne pas prédire le ∅ comme cible est
pénalisé alors que dans le second cas (AProle2), il ne l’est pas. De plus, le
jeu de données V-COCO n’attend qu’un seul objet cible pour un verbe et
une personne donnés. Par conséquent, le calcul de l’AProle est limité à cette
hypothèse.

Le jeu de données H2O fournit une annotation des cibles même si
l’objet ne fait pas partie des 80 classes de COCO. Le triplet spécifique
< sujet, verbe, ∅ > dans H2O signifie que la cible n’est pas vue ou n’existe
pas. Par conséquent, nous proposons un nouveau scénario appelé "Object-
ness” où un objet cible en dehors des 80 classes de COCO doit être détecté
et correctement associé à l’interaction. L’étiquette de classe d’une telle cible
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est "autre".
H2O fournit également plusieurs objets en interaction pour un verbe

donné et une personne donnée s’ils existent. Par conséquent, la métrique
AProle a été adaptée pour prendre en compte cette nouvelle caractéristique.
Pour plus de clarté, le scénario original de V-COCO sera appelé "original" par
opposition au nouveau scénario "Objectness".

4.2 . DIABOLO : Détection et classification simultanées des in-teractions par une approche multi-tâches
Nous proposons une extension de CALIPSO intégrant un détecteur d’ob-

jets : DIABOLO (Detecting InterActions By Only Looking Once). Comme CALIPSO,
DIABOLO est une méthode efficace de détection de toutes les interactions en
un seul passage sur l’image, avec un temps d’inférence constant et indépen-
dant du contenu de l’image. Contrairement à CALIPSO, ce réseaumulti-tâches
détecte simultanément toutes les personnes et tous les objets de la scène en
même temps que l’estimation de toutes les interactions. Nousmontrons com-
ment le partage d’un réseau pour ces tâches permet non seulement d’amélio-
rer les performances de manière collaborative mais aussi d’économiser des
ressources de calcul.

4.2.1 . Méthode proposée

Figure 4.5 – Architecture du réseau DIABOLO avec deux branches pour la dé-tection des interactions (en haut) et la détection des objets (en bas).Wl etHldésignent respectivement la largeur et la hauteur de la carte de caractéris-tiques de la pyramide au niveau l. A est le nombre d’ancres, V est le nombrede verbes et T est la taille du vecteur de représentation.
DIABOLO est basée sur la méthode CALIPSO, présentée dans le chapitre

3, qui estime de manière dense les interactions sur une grille d’ancres de
détection classique grâce à trois tâches. La première tâche définit le score
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d’action de chaque ancre. La deuxième tâche estime pour chaque verbe
la présence d’une cible en interaction pour chaque ancre humaine. La
troisième tâche donne un vecteur de représentation pour chaque ancre
dans l’image afin d’associer les paires en interaction. Ainsi, au moment de
l’inférence, CALIPSO a besoin d’un détecteur d’objets externe pour indiquer
les ancres qui correspondent réellement à des personnes ou des objets.
Contrairement à CALIPSO, DIABOLO intègre un détecteur d’objets, basé
sur la méthode EfficientDet [TPL20]. Ainsi, DIABOLO détecte simultanément
les personnes, les objets et leurs interactions dans l’image en une seule passe.

La figure 4.5 illustre l’architecture du réseau de neurone multi-tâches
utilisée par DIABOLO. Les branches de détection d’objet et d’estimation
d’interaction partagent la même backbone EfficientNet suivie d’un BiFPN
introduit par [TPL20].

Branche de détection d’objet
Notre architecture a été conçue pour pouvoir intégrer facilement tout

modèle de détection d’objets en une passe sur l’image et basé sur une
grille d’ancres. C’est par exemple le cas des détecteurs SSD [LAE+16] ou
YOLO [WBL22]. Pour notre étude, nous avons choisi EfficientDet [TPL20]
car il est le détecteur d’objet le plus performant au moment des travaux.
Les sorties de la branche de détection d’objets sont la classification des
instances et la régression de leurs boîtes englobantes. Pendant l’appren-
tissage, DIABOLO supervise ces deux tâches de lamêmemanière que [TPL20].

Branche d’estimation des interactions
La branche d’estimation d’interaction de DIABOLO est proche de celle

de CALIPSO. En effet, cette branche estime de manière dense trois tâches
sur la grille d’ancre : la tâche de prédiction du verbe à la forme active et à
la forme passive, la tâche d’estimation de la présence de la cible et la tâche
de calcul du vecteur de représentation de l’interaction. L’utilisation d’une
backbone EfficientNet et d’un BiFPN au lieu d’un FPN ResNet permet de
réduire le nombre de convolutions contenues dans le réseau d’interaction.
Contrairement à CALIPSO, le réseau d’interaction de DIABOLO est composé
de seulement deux blocs convolutifs après le BiFPN. La supervision de
la tâche d’estimation de la présence de la cible et de la tâche du calcul
du vecteur de représentation de l’interaction sont les mêmes que dans
CALIPSO : respectivement une perte d’entropie croisée binaire et une perte
d’apprentissage par métrique "pull-push".
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Cependant, DIABOLO utilise une focal loss [LGG+17] pour prédire de ma-
nière dense le verbe d’interaction. La focal loss FL vise à mieux gérer le dés-
équilibre d’occurrence des classes et est calculée comme suit :

FL =
∑
v∈V

∑
a∈A+

−α(1− pva)
γ log(pva) (4.1)

où v est un verbe de l’ensemble V , α et γ sont des paramètres de la
focal loss et A+ désigne l’ensemble des ancres associées aux personnes en
interaction. Dans l’équation de la focal loss, p est la probabilité estimée du
modèle pour la classe v et l’ancre a, pva est égal à p si la classe de vérité terrainde l’ancre a est v, 1− p sinon.

Inférence
À partir de la branche de détection, la localisation des personnes et des

objets dans l’image est calculée avec un algorithme traditionnel de suppres-
sion de non-maxima (NMS), sauf que les indices des ancres sélectionnées
sont utilisés pour lire directement les informations relatives aux différentes
interactions dans la branche d’interaction.

Pour chaquepersonnedétectée, un score d’interaction pour chaque verbe
et chaque cible possible pour ce verbe, selon sa catégorie (voir figure 4.3), est
calculé comme expliqué section 3.2.3. Les catégories d’interactions exclusives
sont traitées indépendamment en ne fournissant que les triplets du verbe
ayant la plus forte probabilité dans sa catégorie.

4.2.2 . Expériences
Les expériences visant à évaluer les performances de DIABOLO par

rapport à l’état de l’art sont présentées ici et une première base de référence
sur le jeu de donnéesH2O est proposée.

Jeux de données et métriques utilisés
Les jeux de données – Nous avons choisi d’évaluer DIABOLO sur V-COCO

[GM15] et sur notre nouveau jeu de données H2O mais pas sur HICO-DET
[CLL+18]. Commementionné dans la section 4.1.3, V-COCO présente toujours
l’inconvénient de définir des prédicats trop étroitement liés au contexte, et
HICO-DET présente le même problème dans une plus large mesure.

Les métriques d’évaluation – Pour évaluer les résultats sur V-COCO
[GM15], nous utilisons le protocole d’évaluation standard, tel que présenté
dans la section 4.1.4, en utilisant le scénario AProle1 qui est le plus difficile.
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Remarquez que, comme dans les travaux précédents [GGDH18, GZH18]
sur V-COCO, le verbe "pointer" n’est pas pris en compte car il a trop peu
d’échantillons. Sur H2O, les scénarios "Original" et "Objectness" sont tous
deux utilisés pour l’évaluation.

Détails d’implémentation
La backbone d’EfficientNet, le BiFPN et la branche de détection sont

initialisés avec des poids préalablement appris sur le jeu de données COCO
de détection d’objets [LMB+14]. Nous utilisons EfficientDet-D3 pour une
comparaison équitable avec l’état de l’art et EfficientDet-D1 pour l’étude
d’ablation car il est plus léger que D3.

Pour l’apprentissage multi-tâches, nous comparons les stratégies consis-
tant à apprendre la branche de détection d’instance (sur COCO) et à la
geler ou non pendant l’apprentissage de la détection d’interaction, avec la
stratégie consistant à poursuivre l’apprentissage de la détection d’instance
en même temps que la détection d’interaction. Dans cette dernière straté-
gie, nous utilisons V-COCO ou H2O pour entraîner l’ensemble du réseau
de DIABOLO et, en même temps, COCO (images V-COCO exclues) pour
poursuivre l’entraînement de la branche de détection. Nous verrons que les
données V-COCO ne sont pas assez variées pour apprendre correctement
la détection d’instance. En effet, V-COCO ne dispose que de 5 400 images
d’entraînement alors que EfficientDet est généralement appris sur les 120
000 images d’entraînement de COCO. C’est pourquoi nous utilisons des
lots mixtes avec des images de V-COCO et des images de COCO pour
améliorer la branche de détection d’objets. Les proportions d’images de
chaque jeu de données dans le lot sont constantes pendant l’entraînement
(lot de 24 images COCO + 24 images H2O sur le jeu de données H2O et
le tableau 4.4 précise la composition des lots sur la base de données V-COCO).

Deux entraînements différents sont effectués selon les scénarios d’éva-
luation mentionnés dans la section 4.1.4. Pour le scénario "Original", seuls
les objets cibles des 80 classes de COCO sont pris en compte et pour le
scénario "Objectness", tous les objets inhabituels exclus par les 80 classes
sont ajoutés dans une nouvelle classe appelée "autre" que la branche de
détection doit apprendre.

L’apprentissage est effectué sur des GPU NVIDIA A100-SXM4. DIABOLO
est entraîné par descente de gradient stochastique (SGD), avec un taux d’ap-
prentissage initial de 0,016, qui est ensuite réduit de 10 à 10 000 itérations.
Les paramètres de la focal loss α et γ sont respectivement fixés à 0, 25 et 2.
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Le retournement horizontal de l’image et le "color jittering" sont appliqués
pour l’augmentation des données.

Résultats de DIABOLO sur V-COCO et comparaison avec l’état de l’art
HOI

Le tableau 4.3 présente les résultats de DIABOLO sur le jeu de données V-
COCO comparé aux meilleures méthodes de l’état de l’art et aux méthodes
en une étape. DIABOLO est la méthode la plus performante, dépassant la
meilleure méthode de l’état de l’art au moment des travaux, DIRV [FXSL21] de
12.1 p.p. avec 76.7% pour l’APagent et de 1.2 p.p. avec 57.3% pour l’AProle. Nouspensons qu’une telle augmentation de l’APagent peut être expliquée par l’as-pect centré sur le sujet de DIABOLO qui est plus adapté à la reconnaissance
d’actions multiples. Remarquez que le résultat AProle pour DIABOLO est ob-
tenu sans utiliser aucune information ontologique (c’est-à-dire, sans utiliser
de règles sur les types d’objet cible possible pour un verbe donné), contraire-
ment à DIRV [FXSL21] qui perd 1.3 p.p. si aucune information ontologique n’est
fournie.
Méthode Une étape APagent(%) AProle(%)

InteractNet [GGDH18] ✗ 69.2 40.0CALIPSO [COAL20] ✗ - 46.4PMFNet [WZL+19] ✗ - 52.0ConsNet [LYC20] ✗ - 53.2MLCNet [SHRW20] ✗ - 55.2UnionDet [KCKK20] ✓ - 47.5DIRV [FXSL21] sans ontologie ✓ 64.7 54.8DIRV [FXSL21] sans flip ✓ 64.1 55.2DIRV [FXSL21] ✓ 64.6 56.1DIABOLO ✓ 76.7 57.3
Table 4.3 – Méthodes de l’état de l’art pour la détection desHOI : Per-formances évaluées sur le jeu de test de V-COCO

Étude d’ablation pour les stratégies d’apprentissage de DIABOLO
Les méthodes UnionDet [KCKK20] et DIRV [FXSL21] entraînent d’abord

le détecteur d’objets sur l’ensemble de données COCO, puis gèlent à la fois
la backbone et la branche de détection des instances pour maintenir les
performances de détection. Dans ce travail, nous choisissons d’apprendre
conjointement la détection et l’interaction sur les jeux de données V-COCO et
COCO. Pour mesurer l’impact de cette stratégie, nous utilisons la backbone
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EfficientDet-D1 car le temps d’apprentissage est beaucoup plus rapide queD3.
Pour une analyse plus fine des résultats, les mesures sont également

calculées avec des détections parfaites de la vérité terrain (GT), afin de
dé-corréler les performances de détection des instances et des interactions.
Comme le montre le tableau 4.4, l’architecture de la branche d’interaction
de DIABOLO fonctionne mal si la backbone et la branche de détection sont
figées puisque l’AProle n’est que de 46.2% avec des détections parfaites. Cela
s’explique par les liens entre les objets de différentes tailles qui ne peuvent
pas s’apprendre correctement si le BiFPN est figé.

DIABOLO entraîné sans geler la backbone ni la branche de détection,
atteint 61.3% avec une détection parfaite mais seulement 43% avec les
détections du modèle. Ce résultat s’explique par les mauvais résultats de
DIABOLO en matière de détection d’instance (18% de mAP sur l’ensemble
de test de V-COCO) lorsqu’il est appris sur V-COCO uniquement pour les
deux tâches. En continuant à alimenter DIABOLO avec COCO et V-COCO, les
performances de détection d’instances reviennent à la normale (35% de mAP
contre 42% qui est la performance de EfficientDet-D1 appris uniquement sur
la détection d’objets) et l’AProle atteint 51.1% avec les détections du modèle,
ce qui montre l’effet positif de l’apprentissage conjoint.

Pour mieux évaluer la part d’erreur dans la détection d’interaction induite
par les mauvaises détections d’instance, nous entraînons DIABOLO avec une
meilleure backbone, EfficientDet-D3, et comparons une fois encore les résul-
tats donnés par les détections du modèle avec ceux des détections parfaites
(voir tableau 4.4). La détection des instances par DIABOLO atteint 47% de
mAP sur le jeu de test de V-COCO. La tâche d’association sujet-cible est plus
fortement impactée par la détection des instances que par l’estimation des
verbes. En effet, l’utilisation de la vérité terrain pour la détection n’augmente
que de 3.5 p.p. l’APagent alors que l’amélioration est de 8.7 p.p. pour l’AProle.De plus, la branche d’interaction avec une détection parfaite atteint 80.2%
pour l’APagent mais seulement 66.0% pour l’AProle, ce qui laisse une marge
d’amélioration pour la tâche d’association sujet-cible.

Résultats de DIABOLO sur le nouveau jeu de donnéesH2O

Résultats quantitatifs – Nous évaluons DIABOLO sur le nouveau jeu de
données H2O, les résultats sont présentés dans le tableau 4.5. DIABOLO
obtient des scores d’APagent de 41% et 40.6% respectivement pour les
scénarios "Original" et "Objectness". Pour la métrique AProle, les scores
sont respectivement de 25.26% et 23.68% pour les scénarios "Original” et
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Backbone Branchededétection
Taille etcompositiondu lot

Détectiond’objetmAP (%) APagent(%)
APagentavecdétectionsGT (%)

AProle(%)
AProle avecdétectionsGT (%)

EfficientDet-D1 figée 12 V-COCO 42 59.8 61.9 37.3 46.2EfficientDet-D1 apprise 12 V-COCO 18 71.1 77.5 43.0 61.3
EfficientDet-D1 apprise 12 V-COCO +16 COCO 35 75.7 79.5 51.1 64.0
EfficientDet-D3 apprise 24 V-COCO +32 COCO 47 76.7 80.2 57.3 66.0

Table 4.4 – Étude d’ablation pour les stratégies d’apprentissage multi-tâches DIABOLO. Les métriques sont évaluées sur l’ensemble de testde V-COCO. De gauche à droite, les colonnes correspondent respecti-vement à : le réseau utilisé pour la backbone, si la branche de détectionest figée ou apprise, la taille et la composition du lot d’images en en-trée, la mAP de détection d’objets, l’APagent calculé avec les détectiondu modèle, l’APagent calculé avec des détections parfaites, l’AProle cal-culé avec les détections du modèle, et enfin l’AProle calculé avec desdétections parfaites.

"Objectness”. Les résultats sur le scénario "Objectness" sont moins bons
que sur le scénario "Original". En effet, dans le premier cas, l’évaluation
demande que le détecteur ait correctement détecté un objet cible ne fai-
sant pas parti des 80 classes de COCO ce qui est plus compliqué que de
limiter l’estimation à un triplet < sujet, verbe, ∅ > dans le cas du scénario
"Original". L’AProle global est inférieur à celui de V-COCO, ce qui suggère
que H2O est plus difficile que V-COCO. Nous pensons que cela est dû à
l’annotation de H2O qui est plus exhaustive (le nombre d’interactions par
image a plus que doublé), et à la taxonomie qui est plus liée à l’attitude
corporelle du sujet, plutôt qu’au contexte d’interaction qui n’est plus un
indice supplémentaire. En effet, malgré des performances quantitatives plus
basses que pour V-COCO, H2O et DIABOLO permettent d’accéder à des in-
formations plus précises commedétaillé dans l’étude des résultats qualitatifs.

Scénario APagent AProle

Original 41.0 25.3Objectness 40.6 23.7
Table 4.5 – Baseline de DIABOLO sur H2O

96



Résultats qualitatifs – La figure 4.6 montre les résultats qualitatifs de
DIABOLO appris sur H2O. Dans les exemples (b), (e) et (g), on peut voir que
DIABOLO détecte bien les HHI et leur réciprocité comme "faire un calin”,
"donner un coup de poing”, "taper dans la main” et "serrer la main”. Dans
l’illustration (a), DIABOLO est capable de détecter que deux objets sont
tenus. De même, dans l’exemple (d), le livre et le parapluie sont correctement
détectés comme étant tenus. Dans l’exemple (c), la taxonomieH2O permet à
DIABOLO de détecter correctement une personne debout sur ses skis. Enfin,
dans l’exemple (f), DIABOLO prédit correctement que les valises sont tirées
et non tenues. Cela illustre le fait que la taxonomie H2O est plus proche
de l’attitude corporelle et de la manière d’interagir avec une cible que le
contexte d’interaction.

Temps de calcul
Le tableau 4.6 montre les temps de calcul de notre méthode par rap-

port à DIRV [FXSL21]. Les deux méthodes sont exécutées sur un GPU NVIDIA
RTX2080Ti. Le temps d’inférence de DIABOLO avec EfficientDet-D3 est compé-
titif avec DIRV. Pour obtenir les meilleures performances, [FXSL21] appliquent
leur méthode sur l’image et sa version retournée (voir tableau 4.3). Avec une
telle stratégie, le temps d’inférence mesuré pour la méthode DIRV est de 132
ms, et de 129 ms pour DIABOLO.
Méthode Backbone Temps d’inférence (ms)
DIRV [FXSL21] sans flip EfficientDet-D3 108DIRV [FXSL21] EfficientDet-D3 132DIABOLO EfficientDet-D1 89DIABOLO EfficientDet-D3 129

Table 4.6 – Temps de calcul
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Figure 4.6 – Résultats qualitatifs de DIABOLO sur H2O. Le verbe de l’interac-tion a la couleur de la boîte de la cible s’il y en a une, sinon le verbe est de lacouleur de la boîte du sujet. Les boîtes en pointillé sont pour les objets et lesboîtes en trait plein pour les personnes. Les boîtes blanches correspondentaux objets détectés qui n’interagissent pas.

4.3 . Conclusion et perspectives
Dans ce chapitre, un nouveau jeu de données complexe appelé H2O

a été présenté, il traite à la fois des interactions humaines avec d’autres
personnes et avec des objets. Toutes ces interactions suivent une nouvelle
taxonomie qui se concentre sur l’attitude corporelle du sujet plutôt que sur
le type d’objet impliqué ou l’environnement.

Comme première base de référence pour H2O, nous proposons DIA-
BOLO, basé sur CALIPSO, une nouvelle méthode multi-tâches pour détecter
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à la fois les instances et les interactions sans avoir besoin d’un détec-
teur externe. Il s’agit d’une méthode centrée sur le sujet et en une seule
étape qui s’exécute en un temps rapide et constant, indépendamment du
nombre d’instances dans l’image. Enfin, nous montrons expérimentalement
que l’entraînement conjoint des détections d’interactions et d’instances
améliore grandement la détection des interactions, ce qui fait de DIABOLO
une approche solide qui surpasse l’état de l’art sur le jeu de données V-COCO.

L’AProle de 57.3% sur le jeu de test de V-COCO nous montre bien que la
tâche est encore loin d’être résolue, c’est principalement la tâche d’associa-
tion entre sujet et cible qui reste complexe. En effet, la profondeur de l’image
n’est pas explicitement modélisée dans l’architecture de DIABOLO, ce qui im-
plique des erreurs d’association souvent liées au positionnement des objets
dans les différents plans de l’image. Par exemple sur l’image figure 4.7, la per-
sonne à droite avec le sac à dos noir, détectée par une boîte verte, se trouve
derrière la moto et non dessus mais DIABOLO l’a classifié comme conducteur
de la moto à droite de l’image. Donner en entrée de DIABOLO une modélisa-
tion 3D de la scène permettrait d’améliorer les mauvaises associations liées à
la profondeur de l’image. Différentes méthodes permettent aujourd’hui d’es-
timer la 3D à partir d’une simple image 2D [RLH+20, AW18, LRB+16, RBK21].

Figure 4.7 – Exemple de mauvaise classification d’interaction liée à la profon-deur de l’image.
La nouvelle taxonomie proposée dans H2O prend mieux en compte

l’attitude corporelle des personnes. Intégrer une information sur la pose des
personnes dans l’image en entrée du réseau permettrait au réseau de se
concentrer sur les zones de contact souvent impliquées dans les interactions
comme les bras et le bout des mains. De nombreux travaux cherchent à
estimer la pose 3D des personnes à partir d’une seule image [BCL+20].
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Bien que l’APagent lui, soit de 76.7%, ce qui signifie que la classification
seule des interactions sans l’association de la cible atteint déjà des perfor-
mances correctes sur V-COCO, ces performances se dégradent rapidement
lorsque nous testons DIABOLO sur d’autres types d’image. Effectivement, les
images de V-COCO sont plutôt centrées sur les personnes et le point de vue
de la caméra est rasant. Or ce n’est pas le cas pour des caméras de vidéo
protection où le point de vue est plongeant. DIABOLO n’est donc pas robuste
aux changements de domaine. Une piste d’amélioration est d’utiliser des
méthodes d’adaptation de domaine non supervisée qui sont des variantes
de l’apprentissage semi-supervisé mais où les données non annotées pro-
viennent d’une distribution différente de celle de l’ensemble de données
annotées. L’avantage est de pouvoir améliorer les performances sur une base
cible différente du jeu de données source sans avoir besoin d’annotation
supplémentaire. Des méthodes telles que [LMH+21, KVRM19, LKL+20, ZY19]
ont prouvé leur efficacité sur la détection d’objet mais aucune n’a été testé
sur la tâche de détection d’interactions.

Récemment des travaux utilisant des transformers ont été publiés et sur-
passent les résultats de l’état de l’art. Les transformers permettent grâce aux
mécanismes d’attention globale de faire apparaître des relations spatiales
entre différentes régions de l’image, ils sont donc effectivement idéaux pour
représenter des liens entre des instances. Par exemple, la méthode proposée
dans [ZLW+22] atteint un AP 1

role de 66.2% sur le jeu de données V-COCO.
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5 - Autres travaux de recherche sur l’analyse
du comportement humain
Dans ce chapitre sont évoqués mes travaux dans le prolongement de la

thématique de l’analyse du comportement humain auxquels j’ai contribué di-
rectement ou par un co-encadrement.

5.1 . Apprentissage auto-supervisé de représentations pour laclassification d’actions
La création de jeux de données tels que DAHLIA, présenté chapitre 2, ou

H²O présenté chapitre 4, est une tâche coûteuse et fastidieuse. Or acquérir
des données brutes images ou vidéos est relativement simple car le Web en
accumule de plus en plus aujourd’hui. C’est pourquoi j’ai également axé mes
recherches sur l’apprentissage de représentations sans données annotées de
manière à exploiter l’ensemble des données brutes à notre disposition sans
coût d’annotation.

Initialement, les travaux sur l’apprentissage non supervisé sont menés
pour la classification d’images qui demande une analyse globale, ils ont en-
suite été transférés à des tâches denses et également à la modalité vidéo.
Cependant, cette dernière demande une compréhension spatio-temporelle
largement plus complexe. Notre objectif est de proposer des méthodes effi-
caces de pré-entraînement d’un réseau de neurones par l’intermédiaire d’une
tâche prétexte ou constrastive pour obtenir des représentations pertinentes
pour l’analyse vidéo. C’est-à-dire des représentations encodant des caracté-
ristiques visuelles à la fois spatiales et temporelles. En intégrant des connais-
sances sur la structure générique des données vidéo, il est possible d’ap-
prendre un modèle robuste pour l’utiliser comme une initialisation efficace
pour résoudre différentes tâches de reconnaissance à partir de ces données
vidéo. Cette approche permet ainsi d’optimiser les résultats et limiter les coûts
liés à l’annotation manuelle de données.

Au début de nos travaux en 2018, l’apprentissage non-supervisé est do-
miné par les méthodes génératives tels que les GAN (Generative Adversarial
Network) ou les VAE (Variational Auto Encoder). Lesméthodes de prédiction des
images futures ont été les premières à être étudiées pour le pré-entraînement
de modèles de représentation vidéo et ont suscité un grand intérêt [BFE+17,
MCL15, TLYK18, D+17]. Cependant l’accent a été mis davantage sur la qualité
des prédictions des données vidéoque sur l’apprentissage de représentations
pertinentes pour des tâches d’interprétation sémantique. L’amélioration des
performances en reconnaissance d’actions restait donc assez limitée. Lesmé-
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thodes auto-supervisée ont fait leur apparition. Elles sont basées sur l’appren-
tissage d’une tâche prétexte qui extrait une vérité terrain à partir de l’exemple
et tente de la prédire [MZH16, WLZF18, AME19]. Ces méthodes sont les pre-
mières à avoir vraiment donné des résultats marquants pour l’apprentissage
de représentations.

Dans le cadre de nos travaux, nous nous interessons à l’apprentissage
auto-supervisé et la tâche cible choisie est la reconnaissance d’actions dans
des vidéos, un modèle de classification est donc appris de façon supervisé
lors d’une étape de spécialisation ou fine-tuning en anglais à partir des
représentations extraites du réseau pré-entraîné de manière auto-supervisé
et d’un faible nombre de clips vidéo annotés.

La méthode CPC pour l’auto-apprentissage vidéo
J’ai co-encadré la thèse de Guillaume Lorre, soutenue en 2021 au cours de

laquelle nous avons proposé une nouvelle méthode auto-supervisée pour
prédire le futur d’une vidéo. Elle se base sur la méthode Contrastive Predictive
Coding (CPC), beaucoup étudié dans le cadre des méthodes génératives. La
figure 5.1 présente le principe de la méthode CPC pour l’auto-apprentissage
vidéo. Nous avons testé cette nouvelle approche sur 3 modalités issues de
la vidéo : le flot optique, la différence d’images et les séquences d’images.
Nous avons également appliqué différents protocoles d’évaluation pour
l’apprentissage de la couche linéaire de classification : avec fine-tuning ou
non de l’encodeur pré-appris, avec ou sans transfert entre base de données
vidéo, avec une quantité de données annotées variable, en évaluant sur la
tâche de classification d’actions ou sur la tâche de recherche de vidéos. Les
résultats montrent que la méthode permet d’apprendre des représentations
efficaces pour une tâche cible de reconnaissance d’actions, en particulier
lorsque les données annotées sont rares. Cette méthode surpasse l’état de
l’art pour la classification linéaire en utilisant les flots optiques sur UCF-101
[SZS12]. Les résultats prouvent également que notre méthode peut être
utilisée avec des entrées diverses. Même si les performances sont plus
faibles en utilisant les différences d’images et les images, les résultats sont
grandement améliorés sur ces modalités par rapport à l’état de l’art, ce qui
est intéressant car ces modalités sont beaucoup plus faciles à obtenir que le
flot optique qui est coûteux à calculer. Les expériences prouvent également
que nos représentations apprises de façon non supervisée peuvent être
transférées à des ensembles de données similaires (de UCF-101 à HMDB51
[KJG+11] par exemple).

Cependant la méthode CPC fondée sur une approche contrastive a
besoin d’un grand nombre d’exemple négatifs pour être performante,
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Figure 5.1 – Schema illustrant la méthode Contrastive Predictive Coding pourles vidéos. Les différents segments vidéos sont encodés par un CNN. Lescartes de caractéristiques passées en sortie sont agrégées par un modèleautorégressif. Le contexte ct permet de prédire les représentations dessegments futurs. Image tirée du manuscrit de thèse de Guillaume Lorre[Lor21]

ce qui pose vite un problème de capacité en mémoire pendant la phase
d’apprentissage. Une autre limitation réside dans la définition d’un exemple
négatif. En effet, deux images peuvent appartenir à la même classe et donc
être proches visuellement. Cependant les méthodes contrastives ont pour
objectif de repousser leur représentations au même titre que deux images
complètement différentes.

La méthode SCE pour un apprentissage contrastif doux
Je co-encadre actuellement la thèse de Julien Denize, débutée en dé-

cembre 2020. Nous avons proposé une nouvelle approche pour répondre
à la limitation liée à la définition d’un exemple négatif. L’originalité a été
de proposer une nouvelle formulation de la fonction de perte, appelée
SCE (Similarity Contrastive Estimation loss). Elle met en contraste des paires
de vue augmentées de la même image avec d’autres instances tout en
maintenant les relations entre les instances. SCE tire parti de l’apprentissage
contrastif [HFW+20] et de l’apprentissage relationnel [ZYW+21] et améliore
les performances par rapport à l’optimisation d’un seul des deux aspects. Les
différences entre les espaces de représentation formés par l’apprentissage
contrastif, l’apprentissage relationnel et notre apprentissage contrastif
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doux, SCE, sont illustrées figure 5.2. SCE donne des résultats compétitifs
par rapport aux méthodes de l’état de l’art, surtout en termes de temps
d’apprentissage. En effet, pour obtenir des résultats similaires, SCE a une
convergence beaucoup plus rapide.

Figure 5.2 – Différences entre les espaces de représentation formés parl’apprentissage contrastif, l’apprentissage relationnel et notre apprentissagecontrastif doux, SCE. Illustration issue du poster de la présentation del’article [DRO+23] à la conférence WACV 2023.
Les publications associées à l’ensemble de ces travaux de recherche sont

listées chapitre 7.

5.2 . Analyse du comportement dans le domaine sportif
Mon implication récente dans le projet TeamSports (appel à projet ANR

JO 2024 sur la performance sportive) dont je suis cheffe de projet et réfè-
rente technique, m’a permis d’être confrontée à d’autres limitations liées à
l’analyse du comportement humain telles qu’une dynamique de mouvement
différente, une densité de personnes potentiellement importante à gérer, et
également un manque important de données annotées spécifiques au sport.

L’objectif du projet est de développer des outils d’analyse de la dynamique
de groupe à destination des entraîneurs d’équipes de sports collectifs. Nous
nous sommes vite rendu compte que pour analyser la qualité des interac-
tions entre les joueurs tels que des regroupements, la technologie de base
incontournable est le suivi des joueurs. Si le suivi de personnes est largement
étudié dans le contexte de la video-protection grâce à un nombre important
de jeux de données de référence à disposition tels que la base de données
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MOT [MLTR+16], lesméthodes de l’état de l’art sur ces jeux de données ne per-
mettent pas de gérer les défis propres au contexte sportif : joueurs portant
les mêmes maillots, entrant et sortant du champ de la caméra, faible résolu-
tion, postures inhabituelles, déplacements rapides, etc. La figure 5.3 illustre
les différents défis liés au contexte sportif.

Figure 5.3 – Illustration des différents défis liés au contexte sportif
Notre première contribution porte sur la ré-identification des joueurs

de sport collectif. Partant du constat qu’il était difficile pour les algorithmes
classiques de ré-identification de personne de distinguer les joueurs d’une
même équipe à cause de leurs maillots similaires, nous avons proposé une
méthode incrémentale dont l’apprentissage se met à jour en fonction des
corrections d’identité apportées par l’utilisateur. La figure 5.4 illustre ce mé-
canisme. Par manque de jeux de données annotés pour la ré-identification
dans le domaine sportif, nous avons proposé et rendu publique une base
de données de ré-identification composée de 3 extraits de matches de
rugby à 7 de 40 secondes. Les performances de l’algorithme classique de
ré-identification ont été fortement améliorées sur l’intégralité d’un match
grâce à seulement 6 annotations par joueur.

De manière à automatiser la spécification du modèle de ré-identification
à un nouveau match sans annotations supplémentaires, notre deuxième
contribution a été de proposer une méthode de fine-tuning basée sur des
tracklets (séquence temporelle de détection d’une même identité) courtes
mais sans ambiguïté sur l’identité suivie, c’est-à-dire sans croisement ni
occultation. Les triplets utilisés pour optimiser le modèle sont ensuite créés
selon l’hypothèse qu’un joueur ne peut apparaître deux fois aumême instant.
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Figure 5.4 – Apprentissage incrémental de la classification des tracklets.L’utilisateur fournit des annotations pour entraîner le modèle à classercorrectement les tracklets en fonction de l’identité du joueur.

La figure 5.5 illustre la sélection des exemples positifs et négatifs pour la créa-
tion des lots d’apprentissage. Cette méthode a été intrégrée à un algorithme
de suivi des joueurs qui a obtenu la première place au challenge SoccerNet
Tracking 2022 [GCD+22]. Nous avons également proposé une méthode de
calibration automatique des terrains de sports collectifs permettant suite à
notre algorithme de suivi des joueurs de remonter à leur position 3D sur le
terrain. La figure 5.6 illustre les résultats finaux de l’ensemble de la chaîne de
traitement.

Anchor

Positive sample

Negative samplet

t+1

t+2

Ambiguous player bounding boxes (intersecting)

Figure 5.5 – Exemple de création des triplets pour l’optimisation du réseaude ré-identification sur un match donné. Les liens entre les boîtes dedétection représentent les tracklets générées simultanément.
Les publications associées à ces travaux de recherche sont listées chapitre

7.
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Figure 5.6 – Résultats de localisation individuelle des joueurs sur le terrainissus de la chaîne de traitement composée de la calibration automatique duterrain, de la spécialisation de la ré-identification à un match donné et dusuivi des joueurs. Images issues du jeu de données SoccerNet Tracking[GCD+22]
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6 - Conclusion et Perspectives
6.1 . Conclusion
L’analyse du comportement humain par vision permet d’aborder un

large champ d’applications. Que ce soit pour le sport, la vidéo-protection, la
santé ou l’industrie manufacturière, les algorithmes d’analyse de données
images ou vidéos visent un niveau égal aux performances d’un humain qui
observerait la même scène. Cependant les recherches actuelles se heurtent
à de nombreux verrous scientifiques (détaillés chapitre 1). D’une part, une
analyse à l’échelle pixellique ne permettant pas d’obtenir une compréhension
proche de celle d’un humain, les modèles doivent être en capacité d’analyser
les images dans leur globalité. D’autre part, les modèles d’apprentissage
doivent également être robustes face à de nombreux critères tels que : le
changement de point de vue, la vitesse d’exécution ou encore le contexte
de réalisation d’une action. Cela implique des données d’apprentissage
suffisamment représentatives de tous les cas réels. Or le coût de collecte et
d’annotation de tels jeux de données sont un frein pour le développement
des méthodes d’analyse du comportement. Enfin, beaucoup d’applications
nécessitent des algorithmes embarqués, alors que l’analyse vidéo demande
au contraire des ressources de calcul importantes ce qui limite aussi la
généralisation et le déploiement de ces technologies.

Parmi toutes les façons d’aborder l’analyse du comportement humain,
j’ai choisi d’orienter mes travaux selon deux problématiques de recherche :
la reconnaissance d’activités dans des vidéos et la détection d’interactions
dans des images. Mes contributions scientifiques sont partagées selon deux
axes : les contributions algorithmiques et les contributions sur les données
d’apprentissage.

Contributions algorithmiques
Lorsque j’ai commencémes travaux sur la détection des interactions dans

des images, toutes les méthodes de l’état de l’art proposaient des approches
en deux étapes : une détection d’objets suivie par une estimation de l’interac-
tion entre toutes les paires humain-objet possibles. Si la scène à analyser est
dense, comme c’est souvent le cas en vidéo-protection par exemple, leur com-
plexité quadratique avec le nombre d’objets dans la scène entraîne un temps
de calcul qui explose. Ce constat m’a poussé à proposer laméthode CALIPSO,
présentée chapitre 3, et son extension DIABOLO, présentée chapitre 4.

CALIPSO est la première méthode de classification d’interactions en un
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seul passage sur l’image. CALIPSO a l’avantage d’être agnostique au détec-
teur d’objet puisque n’importe quel détecteur externe peut être utilisé sans
réapprendre le modèle d’estimation des interactions. CALIPSO donne des ré-
sultats compétitifs avec l’état de l’art sur le jeu de données V-COCO tout en
affichant un temps de calcul constant en plus d’être le plus efficace.

Étant donné que faire tourner deux modèles distincts pour chacune des
tâches, détection d’objet et estimation des interactions, peut être un frein
pour certaines applications dont les ressources en mémoire sont limitées,
j’ai proposé une extension à CALIPSO, appelée DIABOLO, qui intègre un
détecteur d’objet. DIABOLO est une méthode multi-tâches qui se révèle
bénéfique pour l’estimation des interactions. En effet, l’étude de l’apprentis-
sage conjoint des deux tâches a permis d’améliorer nettement les résultats
puisque DIABOLO est la méthode donnant les meilleures performances sur
le jeu de données V-COCO.

Aujourd’hui, laméthode [ZLW+22] enregistre les plus hauts résultats sur le
jeu de données V-COCO avec unAP 1

role de 66.2%. Ce chiffre nousmontre bien
que la tâche est encore loin d’être résolue. Même si les architectures Trans-
formers augmentent les performances en analysant les images de façon natu-
relle dans leur ensemble permettant ainsi d’accéder à un plus haut niveau sé-
mantique, l’association humain-objet cible reste complexe à modéliser à par-
tir d’une seule image. Des informations supplémentaires pourraient être don-
nées en entrée du réseau pour l’aider à mieux appréhender la scène comme
la profondeur [RLH+22] ou l’estimation de la pose des personnes [BCL+20].
Ces données permettraient par exemple de mieux distinguer les interactions
de contact des interactions à distance.

Même si la problématique de détection des interactions dans des images
est résolue dans le futur, est-elle vraiment exploitable telle quelle? Le
traitement d’une vidéo image par image donne très souvent des réponses
non stables d’une image à l’autre. Il faudrait donc envisager une intégration
temporelle, soit par l’utilisation d’un modèle traitant directement en entrée
des clips vidéo soit en utilisant un filtre en post-traitement qui permettrait
aux détections d’être plus stables dans le temps. Un algorithme de suivi
d’objets par détection serait également nécessaire pour avoir une analyse
temporelle complète. Mais comment passer de la détection brève d’in-
teractions à la reconnaissance d’une activité longue ou d’un cas d’usage
spécifique? Par exemple, le cas du bagage abandonné pourrait être traité
avec des règles : si une personne portait un sac, que le sac en question n’est
plus porté et que son propriétaire n’est plus à proximité, l’alerte du bagage
abandonné peut être levée. Dans le cas d’une activité longue composée de
multiple sous-actions, les règles ne sont pas aussi triviales à décrire même si
intuitivement cela semble possible. Par exemple, l’activité "prendre un repas"
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est a priori composée des actions "manger", "boire", "tenir un couteau, une
fourchette", etc. L’utilisation d’une intelligence artificielle (IA) symbolique
pourrait faciliter lamodélisation de ces règles. Les IA symboliques ont l’intérêt
d’être simple à utiliser en plus d’être facilement explicables et de proposer un
raisonnement haut niveau. La figure 6.1 illustre une proposition pour passer
de la détection des interactions par image à une détection d’activités longues.

Figure 6.1 – Proposition d’une approche possible pour obtenir une détectionvidéo d’activités longues à partir de détection d’interactions image parimage.
Contributions sur les données d’apprentissage
Concernant les données d’apprentissage, mon intérêt pour l’analyse des

activités longues de la vie quotidienne a vite été freiné par le manque de jeux
de données publics. C’est pourquoi j’ai constitué la première base de don-
nées d’activités longues mise à la disposition de la communauté scientifique,DAHLIA, présentée chapitre 2. Cette dernière est composée de 51 séquences
de 40 minutes en moyenne jouées par 44 sujets différents, non segmentées,
enregistrées par 3 points de vue différents et annotés selon 7 activités. La réa-
lisation de cette base de données a demandé beaucoup d’investissements en
temps : de la réflexion sur les scénarios, au post-traitement des vidéos en
passant par la mise en place de la captation. DAHLIA a été rendue publique
après que nous nous soyons assurés qu’elle respectait les normes RGPD. Au-
jourd’hui, DAHLIA est activement utilisée par la communauté scientifique et
permet d’inciter les chercheurs à proposer de nouvelles méthodes et à les
évaluer de façon comparative.

Concernant la détection d’interactions, la problématique du manque
de données n’était pas la même car il existait déjà des jeux sur lesquels
la communauté scientifique s’évaluait. Cependant ces jeux de données ne
permettaient pas de couvrir l’ensemble des interactions. Le premier point
limitant était le manque de verbes d’interaction entre personnes notamment
pour détecter les relations sociales ou les comportements agressifs. Le
deuxième point était le choix optimal des taxonomies pour annoter les
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bases de données. Les verbes d’interactions sont sémantiquement trop liés
au contexte de réalisation qui devient un très fort indice pour le modèle et
ne permet pas une généralisation de l’interaction à un autre contexte. Ces
différents constats m’ont amenée à constituer le jeu de données d’imagesH²O, présenté chapitre 4, qui est aujourd’hui le seul à proposer à la fois
des interactions entre des personnes et entre des personnes et des objets.
Un travail de réflexion a également été mené pour proposer une nouvelle
taxonomie constitué de verbes permettant de décrire la gestuelle de l’in-
teraction plutôt que le contexte d’exécution. La baisse de performance de
DIABOLO entre l’évaluation sur V-COCO et celle sur H²O montre que la
nouvelle taxonomie présente de nouveaux défis qui n’étaient pas proposés
jusqu’alors dans les anciennes bases de données.

Ce travail de constitution de base de données présente de nombreuses
contraintes et ne peut être envisagé pour tous les cas d’usage de l’analyse du
comportement. Des alternatives doivent être proposées dans le futur pour
l’alléger voire s’en affranchir.

Une première solution possible est l’utilisation de données synthétiques.
Elles ont l’avantage de pouvoir être générées très facilement et en grande
quantité, de plus leur annotation est entièrement automatique. L’équilibre
des exemples par classe est également maîtrisé. Les techniques récentes de
génération d’images donnent aujourd’hui des résultats impressionnants et
très réalistes, notamment lorsqu’il s’agit de visages synthétiques. Cependant
la génération de vidéo montre encore des défauts surtout sur les mouve-
ments humains. En effet, la cinématique n’est pas bonne et un oeil humain
se rend très vite compte que la vidéo n’est pas réaliste. Des modèles appris
sur ces données seront difficilement transférables au monde réel.

Une deuxième solution possible est l’apprentissage auto-supervisé qui a
l’avantage d’exploiter des données non annotées. J’ai eu l’occasion de tra-
vailler sur cette thématique de recherche par le co-encadrement de deux
thèses, ces travaux sont évoqués chapitre 5. Les dernières techniques "clas-
siques" d’apprentissage auto-supervisé devancent aujourd’hui les méthodes
entièrement supervisées dans le cadre de la classification d’images. Ce n’est
pas encore le cas quand elles sont déclinées sur d’autres tâches telles que
la détection et d’autant plus sur la modalité vidéo. Cependant, très récem-
ment, l’apparition des modèles de fondation est en train de révolutionner le
monde de l’apprentissage non-supervisé. Ce sont desmodèles de très grande
taille, de l’ordre du milliard de paramètres, entraînés sur une quantité de
données non annotées gigantesque et dont les performances de transfert
sur différentes tâches cibles sont très bonnes. C’est notamment le cas de la
méthode InternVideo [WLL+22] qui affiche des performances dépassant l’ap-
prentissage supervisé sur plusieurs tâches d’analyse vidéo. Cependant l’en-
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traînement de ces giga-modèles n’est accessible qu’à une minorité disposant
d’énormes ressources de calcul. De nombreuses questions sont donc sou-
levées, notamment : Comment avoir accès à ces pré-apprentissages? Com-
ment être sûr des données utilisées pour les générer? Sans parler du fait que
ces nouveaux modèles ne suivent pas du tout la tendance actuelle en terme
d’économie d’énergie. Je reste donc convaincue que les recherches sur des
architectures classiques voire plus légères ont toutes leur intérêt.

6.2 . Perspectives de recherche sur l’analyse du comportementhumain par vision
Dans cette section je présente des perspectives pour de futurs travaux

de recherche. Ces perspectives font l’objet de deux sujets de thèse que je
propose d’encadrer.

Fédération de données visuelles hétérogènes pour l’apprentissaged’un réseau multi-tâches
La communauté scientifique aborde aujourd’hui l’analyse du compor-

tement humain par des tâches très distinctes les unes des autres. Les
différentes tâches de vision pour l’analyse du comportement humain sont
détaillées dans le chapitre 1, section 1.4. Ces différents problèmes sont
actuellement traités avec des architectures différentes, sur des bases de
données annotées différemment, avec des contextes et des ontologies très
variés alors que la compréhension visuelle de l’image est la même. Ce qui
fait que les données à disposition sont divisées selon la tâche cible alors que
le problème général à résoudre est le même et qu’il demande pourtant une
quantité gigantesque de données.

L’objectif ultime pour résoudre le problème d’analyse du comportement
humain tout en ayant la possibilité de répondre aussi bien à une tâche de
classification, de détection ou de description textuelle, serait d’avoir :

• Une architecture multi-modale qui puisse prendre en entrée aussi bien
une image qu’un clip vidéo.

• Une architecture multi-tâches aux performances de l’état de l’art sur
chaque tâche de l’analyse du comportement.

Ce nouveau modèle utiliserait l’ensemble des jeux de données hétérogènes
à notre disposition lors d’un seul apprentissage, nous pouvons donc espérer
que le temps d’entraînement soit plus rapide que si les sous-tâches sont
apprises indépendemment les unes des autres. De plus le modèle devrait
avoir des grandes capacités de transfert vers de nouveaux contextes et
de nouvelles ontologies sans avoir besoin de beaucoup de données an-
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notées. Cette idée de fédération de données visuelles hétérogènes pour
l’apprentissage d’un réseau multi-tâches dirige mes recherches vers des
développements de plus en plus frugaux à la fois en terme de données et
d’énergie nécessaire à leur réalisation.

Je propose et porte ce sujet avec mon collègue, Bertrand Luvison.
Fusion de caractéristiques pour la ré-identification multi-vues
Ce projet de recherche fait écho aux travaux sur l’analyse du com-

portement humain dans le domaine sportif évoqués chapitre 5 où la
ré-identification des joueurs est essentielle pour obtenir une analyse spé-
cifique par joueur. Cependant la ré-identification des joueurs de sports
collectifs fait face à deux principales limites : les joueurs portent les même
maillots donc le modèle de ré-identification doit pouvoir s’attacher à des
détails. Cependant la faible résolution sur les joueurs ne permet pas de
capter facilement ces détails.

Les matches sont pour la plupart filmés selon différents points de vue
avec des résolutions différentes. Certaines caméras filment le match avec un
plan large permettant de voir une grande partie du terrain et donc de localiser
les individus facilement. Cependant la résolution des joueurs dans ces vues
ne permet pas de les reconnaître aisément. Au contraire, d’autres caméras
suivent l’action de façon beaucoup plus rapprochée. Il est plus facile d’identi-
fier les joueurs dans cette vue. Une mise en correspondance entre ces deux
points de vue permettrait de fusionner les informations d’identité et de lo-
calisation des joueurs. Cette association est loin d’être triviale du fait que les
caméras sont en mouvement et qu’elles filment l’action avec des points de
vue différents.

L’objectif est donc d’apprendre des caractéristiques de ré-identification
robustes à l’incidence et au niveau de zoom sur les individus, ce qui per-
mettrait de reconnaître un même individu quel que soit le point de vue sur
celui-ci et demettre en correspondance différentes caméras qui observent les
mêmes individus de deux points de vue différents. Remplir ces deux objectifs
permettrait de rendre plus robuste le suivi multi-caméras des individus.
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7 - Publications
Les contributions présentées dans ce mémoire ont fait l’objet de trois

publications listées ci-dessous :
La présentation du jeu de données DAHLIA et ses résultats de référence

de reconnaissance d’activité obtenus avec la méthode DOHT ont été publiés
à la conférence internationale avec comité de lecture IEEE FG2017 :

• Geoffrey Vaquette, Astrid Orcesi, Laurent Lucat, and Catherine Achard.
The daily home life activity dataset : a high semantic activity dataset
for online recognition. In 2017 12th IEEE International Conference on
Automatic Face & Gesture Recognition (FG 2017), pages 497–504. IEEE, 2017

La méthode CALIPSO a fait l’objet d’un article accepté à la conférence in-
ternationale avec comité de lecture IEEE WACV2020 :

• Sanaa Chafik, Astrid Orcesi, Romaric Audigier, and Bertrand Luvison.
Classifying all interacting pairs in a single shot. In Proceedings of the
IEEE/CVF Winter Conference on Applications of Computer Vision, pages
2892–2901, 2020

Les contributions sont égales entre les deux premiers auteurs.
H²O et ses résultats de référence issus de la méthode DIABOLO ont été

publiés à la conférence internationale avec comité de lecture IEEE FG2021 :
• Astrid Orcesi, Romaric Audigier, Fritz Poka Toukam, and Bertrand
Luvison. Detecting human-to-human-or-object (h²o) interactions with
diabolo. In 2021 16th IEEE International Conference on Automatic Face and
Gesture Recognition (FG 2021), pages 1–8. IEEE, 2021

Les travaux sur l’apprentissage auto-supervisé de représentationsvidéos ont fait l’objet de 3 publications listées ci-dessous :
Les résultats de la méthode CPC adaptée et appliquée à la vidéo ont été

publiés à deux conférences internationales avec comité de lecture, WACV
2020 et Workshop ICML 2019 :

• Guillaume Lorre, Jaonary Rabarisoa, Astrid Orcesi, Samia Ainouz, and
Stephane Canu. Temporal contrastive pretraining for video action re-
cognition. In Proceedings of the IEEE/CVF winter conference on applications
of computer vision, pages 662–670, 2020

• Guillaume Lorre, Jaonary Rabarisoa, Astrid Orcesi, Samia Ainouz, and
Stéphane Canu. Contrastive predictive coding for video representation
learning. In ICML 2019 36th International Conference on Machine Learning-
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Workshop on Self-Supervised Learning, 2019
La méthode SCE proposant une nouvelle fonction de perte pour le pré-

apprentissage contrastif de représentations a été publiée à la conférence in-
ternationale avec comité de lecture, WACV 2023 :

• Julien Denize, Jaonary Rabarisoa, Astrid Orcesi, Romain Hérault, and
Stéphane Canu. Similarity contrastive estimation for self-supervised
soft contrastive learning. In Proceedings of the IEEE/CVFWinter Conference
on Applications of Computer Vision, pages 2706–2716, 2023

Nos travaux sur l’analyse du comportement dans le domaine sportif
ont fait l’objet d’une publication et d’un premier prix au challenge Soccer-Net
Tracking 2022 :

Laméthode incrémentale de ré-identification de joueurs a été publiée à la
conférence internationale avec comité de lecture, Workshop CVPR CVsports
2022 :

• AdrienMaglo, Astrid Orcesi, andQuoc-Cuong Pham. Efficient tracking of
team sport players with few game-specific annotations. In Proceedings
of the IEEE/CVF Conference on Computer Vision and Pattern Recognition,
pages 3461–3471, 2022

La méthode de ré-identification intégrée à un algorithme de suivi des
joueurs a permis d’obtenir la première place au challenge SoccerNet Tracking
2022 :

• Silvio Giancola, Anthony Cioppa, Adrien Deliège, Floriane Magera, Vla-
dimir Somers, Le Kang, Xin Zhou, Olivier Barnich, Christophe De Vlees-
chouwer, Alexandre Alahi, et al. Soccernet 2022 challenges results. In
Proceedings of the 5th International ACM Workshop on Multimedia Content
Analysis in Sports, pages 75–86, 2022
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