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Summary 

 

Epilepsy is defined as the repetition of seizures, with varied symptomatology, whose spontaneous 
and unpredictable nature accounts for the chronic disability in patients. About one-third of patients are 
resistant to antiseizure medications, i.e. uncontrolled epileptic seizures despite at least two adequate 
molecules. The study of the mechanisms underlying the transition between an interictal state (literally 
“between two seizures”) and the seizure – also known as ictogenesis – has long suggested the existence of 
preictal modifications. The preictal state, which refers to the period preceding the seizure, is the cornerstone 
of seizure prediction methods. Identifying sensitive and specific preictal biomarkers would be an 
opportunity for therapeutic strategies to stop the “road to the seizure”. 

My thesis work aimed to characterize preictal states using: i) subjective clinical symptoms; ii) 
standardized measures of cardiac activity and intracerebral functional connectivity; iii) recordings of in 
vivo neuronal activities and in vitro epileptiform activities in patients with epilepsy. 

I divided my approach into several levels: 

1) The evaluation of prodromal symptoms using daily four-point self-assessment questionnaires in 
patients: several machine-learning algorithms, based on support vector machine classifiers, have shown 
good performance prediction of the preictal state. A clinical study using the mobile application Epiday, 
which was developed based on my thesis work, will prospectively analyze this approach in real-life 
conditions. 

2) The analysis of heart rate variability – as a reflection of sympathetic/parasympathetic balance – 
during a daily standardized resting-state protocol, which exhibited a good distinction between inter and 
preictal states by using a classifier. The pseudoprospective analysis showed correct overall probabilistic 
predictions of the seizure risk but with a moderate sensitivity that requires some adjustments before 
considering any clinical application. 

3) The study of functional connectivity using intracerebral EEG recordings, also during daily 
resting-state protocols: the classification algorithm based on phase synchrony showed the best 
performances in distinguishing between inter and preictal states in the theta band. These results were 
significantly superior to those of the classifier based on interictal epileptiform discharges. The daily 
probabilistic forecasts of the seizure risk were also promising. Transposing the connectivity data into a 
hyperbolic space showed similar results. 

4) In vivo recordings of neuronal activity using intracerebral microelectrodes: I was able to identify 
a large number of neurons and monitor their activity several hours before the seizure. I intend to continue 
my thesis work by looking for preictal modifications of the individual and interindividual behavior of these 
neurons. 

5) In vitro recordings from postoperative human epileptic brain tissue allowed me to record 
interictal-like and preictal discharges, which I was able to correlate with data acquired in vivo. 

My thesis work provided new data suggesting the existence of preictal dynamic modifications, from 
machine-learning algorithms and the implementation of a daily standardized resting-state protocol. My 
work paves the way for the analysis of changes in neuronal activities from intracerebral EEG recordings. 
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Introduction 

 

 

PARTIE 1. INTRODUCTION GENERALE  

 

I. L’épilepsie : une entité plurielle 

1) Données épidémiologiques 

Environ 65 millions de personnes à travers le monde, soit 1% de la population mondiale, sont 

atteintes d’épilepsie (Devinsky et al. 2018). Il s’agit de la 3ème pathologie neurologique la plus fréquente 

(Vos et al. 2016). Les causes, diverses, peuvent être (Scheffer et al. 2017) :  

i) structurelles – avec individualisation d’une lésion cérébrale à l’origine de l’épilepsie : sclérose 

hippocampique, traumatismes crâniens, malformations de développement cortical, infarctus ou hématome 

cérébral, tumeurs cérébrales, etc. ;  

ii) génétiques, qu’il s’agisse d’anomalies chromosomiques ou de mutations génétiques, d’épilepsie 

monogénique ou polygénique, de mutations héréditaires ou de novo, germinales ou somatiques ; 

iii) infectieuses : la neurocysticercose est notamment l’une des causes d’épilepsie les plus fréquentes 

dans le monde (Carpio et al. 2021); 

iv) autoimmunes : les crises d’épilepsie ont été décrites dans plus de deux tiers des patients 

présentant une encéphalite autoimmune, tous types confondus (Graus et al. 2016; Yeshokumar et al. 

2021) ; 

v) métaboliques, regroupant un spectre très large de pathologies ;  

vi) et enfin, inconnues. 

 De nombreuses molécules antiépileptiques sont proposées en pratique courante pour contrôler la 

survenue de crises d’épilepsie. Cependant, environ un tiers des patients ont une épilepsie 

pharmacorésistante, c’est à dire que les crises persistent malgré l’administration d’au moins deux 

molécules adéquates. Chez certains de ces patients, une prise en charge chirurgicale peut être proposée, 

afin de réséquer le foyer épileptogène. Une telle intervention dépendra du type d’épilepsie, de la 

localisation du foyer, et également de facteurs propres au patient. Un bilan préchirurgical est ainsi 

recommandé et comporte systématiquement des enregistrement EEG à l’aide d’électrodes de surface voire 

intracérébrales, afin d’enregistrer les crises d’épilepsie et ainsi localiser leur point de départ. 
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2) Une pathologie à expression paroxystique 

L’épilepsie est un état pathologique chronique susceptible de générer des crises épileptiques, de 

manière spontanée – en dehors de tout facteur confondant qui pourrait être à l’origine de crises 

« symptomatiques aiguës » – et répétée – par définition, au moins deux crises à au moins 24 heures 

d’intervalle. Si ce principe générique permet d’orienter vers un diagnostic d’épilepsie, il n’en reflète 

cependant pas la pluralité.  

Il existe en effet plusieurs types d’épilepsie, eux-mêmes composés de plusieurs types de crises 

épileptiques. La nouvelle classification des épilepsies de la Ligue Internationale Contre l’Épilepsie 

(International League Against Epilepsy, ILAE) de 2017 propose un diagnostic à plusieurs niveaux (Fisher 

et al. 2017; Scheffer et al. 2017) :  

a) II convient tout d’abord d’identifier le type de crises épileptiques (Figure 1) : 

- Crises à début focal : avec/sans rupture de contact ou « déconnexion », avec symptomatologie 

à composante motrice (automatismes, clonies, posture tonique, etc.) ou non (symptômes 

sensoriels, cognitifs, végétatifs, etc.), avec ou sans bilatéralisation tonico-clonique secondaire ; 

- Crises à début généralisé d’emblée : avec symptomatologie motrice (crise tonico-clonique 

généralisée, myoclonies, etc.) ou non (crise d’absence) ; 

- Crises dont le début, focal ou généralisé, n’est pas identifiable. 

 

 

 

 

 

 

 

 

 

 

 

Figure 1. Classification étendue des types de crise d’épilepsie (ILAE 2017) 
(Figure issue de Devinsky et al., 2018) 
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b) Ensuite, le type d’épilepsie peut être évoqué (Figure 2) :  

- Une épilepsie généralisée, qui se manifeste par des crises généralisées d’emblée ; 

- Une épilepsie focale, qui s’exprime par des crises à début focal, avec ou sans rupture de contact, 

avec ou sans composante motrice, et avec ou sans bilatéralisation tonico-clonique secondaire ; 

- Certaines épilepsies peuvent être mixtes, focales et généralisées (e.g. le syndrome de Lennox-

Gastaut) ; 

- Et certaines indéterminées. 

c) Enfin, un syndrome épileptique peut parfois être diagnostiqué, à la lumière des informations 

cliniques, des anomalies EEG et de l’imagerie cérébrale. 

 

 

Figure 2. Classification des épilepsies (ILAE 2017)   
(Figure issue de Devinsky et al., 2018) 

 
 

3) Mécanismes physiopathologiques 

L’épileptogenèse représente les mécanismes sous-tendant le long processus – plusieurs années chez 

l’humain – de développement au sein d’un tissu cérébral de modifications capables par la suite de générer 

des crises d’épilepsie (Figure 3). Ces mécanismes sont d’ordre cellulaire (neurogénèse aberrante, gliose 

réactionnelle, dysfonction de la barrière hémato-encéphalique, etc.), moléculaire, mais également 

transcriptomique et épigénétique (Devinsky et al. 2018). L’ensemble de ces modifications va amener à un 

dysfonctionnement de certains canaux ioniques et récepteurs neuronaux, engendrant une hyperexcitabilité 

cellulaire chronique à l’origine de l’épilepsie. 

L’ictogenèse désigne les mécanismes impliqués dans l’émergence de crises d’épilepsie – 

schématiquement définies comme une décharge hypersynchrone de neurones hyperexcitables – par un 
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tissu cérébral épileptogène. À la différence de l’épileptogenèse, il s’agit d’un processus court sur une 

échelle de plusieurs secondes à minutes (Figure 3).  

 

Figure 3. Epileptogenèse et ictogenèse 
 

4) Réseau épileptogène 

Plusieurs zones fonctionnelles sont impliquées dans l’épilepsie et composent le réseau épileptogène 

(Zijlmans et al. 2019) :  

• La zone lésionnelle, au sens morphologique ; 

• La zone irritative, correspondant à la localisation d’anomalies épileptiques intercritiques 

visualisées en EEG ; 

• Et la zone épileptogène (ou seizure onset zone), région d’où émergent les crises et pouvant 

être délimitée par des explorations EEG et/ou par la tomographie par émission 

monophotonique (SPECT) (Figure 4). 

L’individualisation de ces zones sera particulièrement importante en cas de chirurgie de l’épilepsie 

– notamment dans le cadre d’épilepsie focale pharmacorésistante – afin de délimiter le foyer à réséquer. 
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Figure 4. Zones fonctionnelles du réseau épileptogène 
A. La zone irritative correspond à la région présentant des anomalies épileptiques intercritiques sur les 
enregistrements EEG (flèches orange) ; B. La seizure onset zone ou zone épileptogène, correspond à la 
région d’où part la crise en EEG (flèche rouge). La décharge électrique débute sur les électrodes rouges 

puis se propagent aux électrodes orange.  
 

 

II. Une exploration électroencéphalographique à plusieurs niveaux 

L’électroencéphalographie (EEG) est un examen essentiel dans la prise en charge de l’épilepsie. 

Elle permet d’enregistrer l’activité électrique du cerveau, et notamment des anomalies intercritiques 

épileptiques (pointes, pointes-ondes, etc.), signature du potentiel épileptogène chez un patient, et parfois 

des crises d’épilepsie. Son intérêt est multiple, diagnostique – orientation vers un type d’épilepsie en 

fonction des anomalies observées – mais également thérapeutique – notamment dans le cadre de la prise 

en charge des états de mal épileptique – et pronostique. Les électrodes EEG peuvent être placées à 

différents niveaux. 

1) EEG de surface 

Les électrodes sont directement placées sur le scalp du patient (Figure 5). Il s’agit de la technique 

utilisée en pratique courante, en milieu hospitalier ou en cabinet. Les enregistrements peuvent être courts 

– entre 20 et 30 minutes en moyenne – notamment lors des enregistrements ambulatoires à la recherche 

d’anomalies épileptiques intercritiques (Figure 6). 
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Figure 5. Positionnement des électrodes selon le système 10-20 

 

 

 

 

Figure 6. Anomalies épileptiques intercritiques bitemporales enregistrées en EEG de surface 
Pointes-ondes temporales bilatérales asynchrones dans le cadre d’une encéphalite autoimmune à 

anticorps anti-GAD ; montage référentiel, filtre passe haut : 0,53 Hz, filtre passe bas : 70 Hz, base de 
temps : 30 sec, gain : 80µV/cm 
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Des crises d’épilepsie peuvent également être enregistrées, notamment lors d’enregistrements EEG-

vidéo continus (24h/24 et 7j/7) de longue durée (10-15 jours en moyenne) au cours du bilan préchirurgical 

d’une épilepsie focale pharmacorésistante (Figure 7). 

 

 

Figure 7. Crise d’épilepsie occipitale enregistrée en EEG de surface 
 A. Foyer d’anomalies épileptiques intercritiques occipito-pariétales gauches (flèches rouges) 

périodiques avec aspect « ECG-like » en lien avec une dysplasie corticale (étoile jaune, IRM cérébrale). 
B. Décharge critique de même localisation constituée initialement de rythmes rapides de faible 

amplitude (flèche jaune) avec augmentation de la fréquence de décharge et de l’amplitude des anomalies 
(flèche bleue) et propagation vers d’autres électrodes. Montage référentiel, filtre passe haut : 0,53 Hz, 

filtre passe bas : 70 Hz, base de temps : 30 sec, gain : 80µV/cm 
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2) EEG intracérébral 

L’implantation d’électrodes intracérébrales en stéréo-électroencéphalographie (SEEG) peut être 

proposée en deuxième intention dans le cadre du bilan préchirurgical (Parvizi et Kastner 2018). Les 

électrodes profondes sont placées par voie neurochirurgicale selon une localisation prédéterminée et 

guidée par les explorations EEG et radiologiques antérieures afin de cibler la zone épileptogène. Les 

patients sont ensuite enregistrés en SEEG-vidéo continue durant une période moyenne de 21 jours (Figure 

8). Chaque électrode profonde dispose de plusieurs contacts, espacés de plusieurs millimètres à 

centimètres, permettant l’enregistrement des signaux EEG. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 8. Enregistrement vidéo-EEG intracérébral continu 
A. Schéma des localisations/trajectoires des électrodes profondes à implanter ; B. Vue de profil en post-
implantation immédiate ; C et D. Enregistrement continu des signaux SEEG dans l’unité d’épileptologie 

de l’Hôpital Pitié-Salpêtrière (Paris, France). 
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Des microélectrodes de recherche peuvent être ajoutées aux électrodes profondes classiques (ou 

« macroélectrodes ») afin d’augmenter la résolution spatiale et enregistrer des potentiels de champ locaux 

(local field potentials, LFP) et des potentiels d’action de neurones (multi-unit activity, MUA, et single-unit 

activity, SUA). Plusieurs modèles de microélectrodes ont été développés, comme les macro-

microélectrodes Behnke-Fried de Ad-Tech, celles de DIXI, ou les Utah array  (Fried et al. 1997; Schevon 

et al. 2008; Despouy et al. 2019).  

Notre équipe utilise actuellement les macro-microélectrodes Ad-Tech (Figure 9) : les 

macroélectrodes ont 4-12 contacts de 1 mm de diamètre, alors que les microélectrodes ont un diamètre de 

40 µm, une longueur de 2 à 4 mm et sont constituées chacune de 8 microfils (Lehongre et al. 2022). On 

obtient ainsi des enregistrements simultanés à plusieurs niveaux de l’activité EEG (Figure 10). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 9. Macro-microélectrodes intracérébrales (Ad-Tech, Wisconsin) 
A. Électrode profonde et émergence à son extrémité d’un faisceau de microélectrodes (flèche rouge) 

visible sur un scanner cérébral en fenêtre osseuse ; B. Électrode profonde à gauche avec visualisation des 
différents macrocontacts et faisceau de microélectrodes à droite.  
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Figure 10. Enregistrement EEG issu de macro-microélectrodes intracérébrales 
A. Enregistrement de 3 macroélectrodes (Mac1, Mac2 et Mac3) localisées dans le foyer épileptique – 

avec chacune 2 macrocontacts (_1 et _2) – et d’une microélectrode (MicMac3, insérée dans la 
macroélectrode Mac3) avec 2 microfils (_1 et _2). Montage bipolaire, filtre passe haut : 0,1 Hz, filtre 

passe bas : 200 Hz, base de temps : 30 sec, gain : 150µV/cm ; 
B. Visualisation des activités unitaires de neurones après filtrage sur la microélectrode MicMac3_1. 

Montage bipolaire, filtre passe haut : 300 Hz, filtre passe bas : 3000 Hz, base de temps : 30 sec, gain : 
150µV/cm  
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III. Qu’est-ce que la période précritique ? 

1) Un fantasme construit ? 

La survenue d’une crise d’épilepsie est un phénomène paroxystique et imprévisible – « un coup de 

tonnerre dans un ciel serein » – rendant compte du handicap et du retentissement social chez les patients. 

L’idée d’un état spécifique précédant la crise est donc particulièrement séduisante : elle permettrait une 

intervention afin de stopper la « route vers la crise », qui pourrait être d’ordre médicamenteuse (prise d’une 

molécule d’action rapide type benzodiazépines) ou cognitive (techniques de biofeedback, etc.), ou au 

moins une mise en sécurité du patient pour éviter notamment les chutes traumatiques. L’ensemble des 

modifications cliniques, radiologiques et EEG en faveur de l’existence d’un état précritique rapportées 

dans la littérature sera abordé dans le chapitre suivant. Les problématiques que l’on peut déjà soulever est 

la spécificité de telles modifications et leur capacité à détecter dans un laps de temps raisonnable un état 

précritique en condition de vie réelle (Figure 11). La période précritique est ainsi la clef de voûte des 

modèles de prédiction des crises. 

 

 
Figure 11. La période précritique 

La mise en évidence de modifications précritiques doit être dans un laps de temps suffisant pour 
permettre une intervention. 

 

2) Le produit insaisissable de dynamiques chaotiques ? 

Mettre en évidence des modifications précritiques est toujours un enjeu de taille et la nature des 

mécanismes sous-tendant l’émergence des crises d’épilepsie ne facilite pas cette tâche. L’épilepsie peut 

être en effet appréhendée comme un système dynamique, non-linéaire, avec des comportements 

chaotiques que constituent les changements brutaux d’un état intercritique vers la crise – soit une 

bifurcation, la transition d’un état vers un autre (Iasemidis et al. 1990; Litt et Echauz 2002; Lehnertz et Litt 
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2005). Les systèmes chaotiques, imprévisibles du fait d’une sensibilité extrême aux conditions initiales, ne 

permettent pas une approche déterministe. De plus, peuvent se surajouter des facteurs précipitants 

stochastiques à même de faire basculer le système vers la crise (Baud et al. 2020). Ainsi, tout comme en 

météorologie, une approche probabiliste semble particulièrement adaptée à l’identification d’une période 

précritique en générant une probabilité du risque de crise. 

 

3) Le versant déterministe d’un état procritique ? 

L’approche probabiliste amène un nouveau concept, celui d’un état procritique, c’est-à-dire à risque 

de crise mais sans qu’elle ne survienne nécessairement – ou déterministiquement. Des mécanismes 

homéostatiques pourraient intervenir pour ne pas basculer vers une période précritique, et enfin la crise 

(Freestone et al. 2017). La période précritique pourrait alors être considérée comme un état évoluant 

déterministiquement vers la crise, alors que l’état procritique serait à risque de crise de manière probabiliste 

(Richardson et Jefferys 2011). 
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PARTIE 2. ÉTAT DE L’ART DE LA PERIODE PRECRITIQUE 

 

Le concept d'un modèle limité à deux états dans l'épilepsie – c'est-à-dire intercritique/critique – a été 

remis en question au cours des dernières décennies. L'ictogenèse pourrait inclure un état de transition 

caractérisé par des modifications de l'excitabilité corticale qui ouvriraient la voie à la survenue d'une crise 

d’épilepsie. Cet état dit précritique constitue le substrat scientifique des modèles de prédiction des crises. 

S’il pouvait survenir dans un délai suffisamment long avant le début de la crise afin de détecter un 

changement d'état cérébral, une intervention susceptible d'arrêter la crise (médicaments, techniques de 

biofeedback, techniques de stimulation, etc.) ou, au moins, des mesures de mise en sécurité, pourraient 

être proposées. 

Alors qu'une approche déterministe a longtemps été appliquée aux modèles de prédiction – pour 

prédire la survenue de la prochaine crise – une nouvelle stratégie s’est plus récemment développée. Les 

stratégies actuelles se veulent plus réalistes et adaptées aux systèmes dynamiques non linéaires. En effet, 

les approches probabilistes issues des sciences météorologiques sont de plus en plus appliquées aux 

modèles de prédiction des crises. L'objectif des prévisions de crises est d'estimer la probabilité d'une 

prochaine crise à tout moment, tandis que les algorithmes de prédiction classiques visent à prédire avec 

exactitude la survenue d’une prochaine crise. On peut ainsi identifier un état « pro » -critique, c’est-à-dire 

un état à haut risque de crise d’épilepsie. 

 

I. Une variété d’approches de la période précritique 

1) Approches cliniques 

w Symptômes prodromaux, auto-prédiction et facteurs précipitants 

En 1954, Henri Gastaut rapportait déjà des sensations « prémonitoires » de crises d'épilepsie 

(Gastaut 1954). Ces symptômes subjectifs, également appelés « prodromes » ou « symptômes 

prodromaux », peuvent précéder la crise de plusieurs heures – jusqu'à 24 heures – et consistent en des 

manifestations cognitives (difficultés de concentration, compréhension, à la lecture, etc.), émotionnelles 

(irritabilité, mauvaise humeur, anxiété, etc.), sensorielles (sensibilité au bruit ou à la lumière, etc.) ou 

physiques (maux de tête, fatigue, nausées, etc.) (Rajna et al. 1997; Schulze-Bonhage et al. 2006; Scaramelli 

et al. 2009; Schulze-Bonhage et Haut 2011; Haut et al. 2012; Besag et Vasey 2018). Les symptômes 
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prodromaux doivent être distingués des symptômes précoces lors des crises focales sans rupture de 

contact, anciennement appelées « auras », car le mécanisme sous-jacent n’est pas épileptique. En outre, 

contrairement aux auras, ils sont généralement considérés comme des symptômes négatifs (Figure 12)  et 

ne permettent pas de localiser la zone épileptogène (Petitmengin et al. 2006; Besag et Vasey 2018). La 

prévalence des symptômes prodromiques varie largement en fonction des cohortes, de 6,2 à 87,1 % des 

patients (Hughes et al. 1993; Rajna et al. 1997; Lee et No 2005; Schulze-Bonhage et al. 2006; Pinikahana 

et Dono 2009; Scaramelli et al. 2009). 

 

 

 

Figure 12. Symptômes prodromaux “négatifs” durant la période précritique 
 (Figure issue de Petitmengin et al., 2006) 
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Tableau 1. Études prospectives sur les symptômes prodromaux 

OR : odds ratio ; PDA : personal digital assistant ; Se : sensibilité ; Sp : spécificité ; VEEG : vidéo-EEG ; VPN : valeur prédictive négative ; VPP : valeur 
prédictive positive 

 

Référence Conception de l'étude 

Nombre 

de 

patients 

Symptômes prodromaux 
Méthode 

statistique 
Principaux résultats 

1) 
Questionnaire quotidien, 

VEEG 
83 

Auto-prédiction des crises dans les 24 
prochaines heures (oui/non/ne sait pas) 

Modèle à effets 
mixtes généralisés 

Augmentation significative de la probabilité par 
rapport aux prévisions négatives 

2) Journal, à domicile 71 
Auto-prédiction des crises dans les 24 

prochaines heures à l'aide d'une échelle de 
Likert en quatre points 

OR et test du Chi-2 
Une prédiction positive était associée à un risque 
deux fois plus élevé de crise (OR 2,25) ; Sp 0,87 ; 

Se 0,21 

3) Journal, à domicile 71 

§ Identique à (2) 
§ Heures de sommeil 

§ Échelle de 0 à 10 pour l'anxiété et le 
stress 

OR et modèle logit 
multinomial 

 
- Une augmentation d'une unité du stress et de 

l'anxiété était associée à un risque accru de crise le 
jour suivant 

- L'augmentation du nombre d'heures de sommeil 
était associée à une réduction du risque de crises 

- L'auto-prédiction (OR 3,7) et le nombre d'heures 
de sommeil pendant la nuit précédant la crise sont 
restés significatifs dans le modèle de régression 

logistique multinomial 
 

4) 
Journal électronique, à 

domicile 
19 

§ Échelle visuelle analogique de 0 à 100 : 
heureux, triste, détendu, nerveux, vif, 

ennuyé 
§ Échelle de stress de 0 à 10 

§ 18 caractéristiques prémonitoires 
(oui/non) 

§ Heures de sommeil 

OR et modèle de 
régression 
logistique 
multivarié 

 
- Plusieurs éléments de l'humeur et 10 

caractéristiques prémonitoires étaient associés à 
un risque accru de crise 

- Dans les modèles multivariés, une amélioration 
de 10 points de l'humeur totale diminuait le risque 

de crise de 25 %, tandis que chaque 
caractéristique prémonitoire supplémentaire 

augmentait le risque de crise de 25% 
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5) 
Journal électronique, à 

domicile 
19 

§ Auto-prédiction des crises dans les 24 
prochaines heures à l'aide d'une échelle 

de Likert en 5 points 
§ Échelle visuelle analogique de 0 à 100 : 

heureux, triste, détendu, nerveux, vif, 
ennuyé 

§ Échelle de stress de 0 à 10 
§ 18 caractéristiques 

prémonitoires (oui/non) 
§ Heures de sommeil 

OR et modèle de 
régression 
logistique 
multivarié 

- L'OR pour les prédictions dans les 6 heures 
atteignait 9,31 pour la "quasi certain" 

- Pour les 9 meilleurs prédicteurs, la sensibilité 
médiane de l'auto-prédiction était de 0,5 et la 

spécificité médiane de 0,95 
- Dans les modèles multivariés, l'auto-prédiction, 

le changement d'humeur favorable et le nombre de 
symptômes prémonitoires étaient significatifs 

6) PDA, à domicile 9 
Entrées des symptômes prodromaux actuels 

(non spécifiés dans l'article) 
Se, Sp Pas de résultat significatif 

7) 
Questionnaires 

électroniques, à domicile 
64 

§ Auto-prédiction des crises à l'aide d'une 
échelle de Likert en 5 points 

§ Échelle visuelle analogique de 0 à 100 
pour 4 valences d'humeur 

§ Symptômes prémonitoires : 11 
éléments (oui/non) 

§ Heures de sommeil 

Se, Sp, VPP, VPN 

- L'auto-prédiction était associée à la survenue de 
crises à 6, 12 et 24 heures 

- Pour la fenêtre de prédiction de 12 heures, la 
spécificité médiane pour la prédiction des crises 

était de 0,94 et la sensibilité médiane de 0,10 
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Plusieurs études ont également examiné la valeur de l'auto-prédiction des crises par les patients, 

c'est-à-dire l’estimation du risque de crise rapportée par les patients eux-mêmes. Le pourcentage de 

patients ayant une capacité supérieure au hasard de prédire eux-mêmes les crises varie de 21,1 à 47,4 % 

(Haut et al. 2007a, 2013; Privitera et al. 2019). Les facteurs précipitants (manque de sommeil, stress 

émotionnel, menstruation, alcool, etc.) sont un autre déterminant important de la survenue des crises, 

signalés chez 53 à 89,8 % des patients (Nakken et al. 2005; Pinikahana et Dono 2009), pouvant contribuer 

à l'auto-prédiction des crises.  

Plusieurs études ont évalué de manière prospective la capacité des symptômes prodromaux à 

prédire les crises (Tableau 1). L'auto-prédiction était l'une des variables les plus discriminantes avec une 

spécificité médiane de 0,87-0,95, mais la sensibilité restait faible, de l'ordre de 0,1-0,5 (Haut et al. 2007a, 

2013; DuBois et al. 2010; Privitera et al. 2019). Le manque de sommeil, le stress et certains symptômes 

prodromaux pourraient être associés à un risque accru de crise d'épilepsie (Haut et al. 2007b, 2012, 2013). 

Une étude n'a cependant pas donné de résultats significatifs (Maiwald et al. 2011). Une des hypothèses 

pouvant expliquer ces résultats mitigés serait que les analyses linéaires habituelles ne permettraient pas de 

saisir la complexité de ces données, ainsi que la catégorisation binaire (oui/non) de certaines variables. 

L'utilisation d'algorithmes de prédiction non linéaires sur des données échelonnées pourrait ainsi être 

intéressante. 

 

w Analyses de l’ECG 

L'impact direct ou indirect de l'épilepsie sur le système nerveux autonome a été suggéré depuis plus 

de 20 ans, notamment par l'analyse de la variabilité de la fréquence cardiaque (VFC). En effet, la VFC 

reflète l'équilibre sympathique/parasympathique (Figure 13) et représente un moyen accessible d’analyser 

la prépondérance de l'un ou l'autre système par le biais d'une analyse temporelle, fréquentielle et non 

linéaire (Shaffer et Ginsberg 2017). Une diminution intercritique de la VFC, suggérant une composante 

parasympathique plus faible, a été mise en évidence chez les patients atteints d’épilepsie par rapport à des 

témoins sains appariés (Lotufo et al. 2012). Les changements de VFC ont également été signalés comme 

un moyen prometteur d'identifier les états précritiques (Meisel et Bailey 2019; Leal et al. 2021). La quantité 

d'informations précritiques issue des enregistrements ECG pourrait même être plus importante que celle 

des EEG de surface (Meisel et Bailey 2019). Une augmentation du rapport entre les basses fréquences 

(0,04-0,15Hz) et les hautes fréquences (0,15-0,4Hz), qui reflète une activité sympathique prédominante, a 

été décrite jusqu'à une heure avant l'apparition de la crise (Kolsal et al. 2014). Plusieurs études ont ainsi 

développé des algorithmes de prédiction basés sur le VFC. Certains auteurs ont rapporté une sensibilité de 
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89-91% et un taux de faux positifs de 0,4-0,7 fois par heure (Fujiwara et al. 2016; Billeci et al. 2018) tandis 

que d'autres ont indiqué une précision de 77,1 % (Giannakakis et al. 2019). 

 

 

 

 

 

 

Figure 13. La variabilité de la fréquence cardiaque reflète l’état d’équilibre du système nerveux 
autonome 

(Figure issue de Myers et al., 2018) 
 

w Les cycles dans l’épilepsie 

L’excitabilité corticale varie en fonction de l'état de vigilance (cycles veille/sommeil), des 

fluctuations hormonales (ACTH, cortisol, hormones sexuelles) et d'autres processus physiologiques 

périodiques (régulation de la glycémie, etc.) (Badawy et al. 2012; Ly et al. 2016). Les anomalies 

épileptiques intercritiques augmentent généralement pendant les stades N2 et N3 du sommeil et diminuent 

de manière significative pendant le sommeil paradoxal. En outre, les effets circadiens sur les crises peuvent 

parfois être estimés en fonction du syndrome épileptique : les patients souffrant d'épilepsie focale frontale 

sont plus susceptibles d'avoir des crises durant le sommeil, tandis que les patients atteints d'épilepsie 

myoclonique juvénile ont tendance à avoir plus fréquemment des crises au petit matin. 

Les journaux de crises ont été utilisés pour développer des algorithmes de prévision basés sur les 

cycles de crises – c'est-à-dire les périodicités circadiennes (heures), multidiennes (jours/semaines) ou 

même circannuelles (mois). Les performances de prévision ont montré dans une étude pseudo-prospective 

une aire sous la courbe (AUC) de 0,69 à 0,94 et une précision moyenne de 69% (Karoly et al. 2020). La 

principale limite des approches basées sur les journaux est le risque de sous-déclaration des crises 

d'épilepsie par les patients, pouvant aller jusqu'à 50 % (Elger et Hoppe 2018). De plus, aucune prévision 

prospective en condition de vie réelle n'a été évaluée à ce jour.  

Le profil circadien des crises peut également être implémenté dans un modèle multimodal afin 

d'améliorer les performances de prédiction. Un modèle combinant des informations circadiennes et EEG 
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a donné de meilleures performances qu'un modèle uniquement basé sur l'EEG, avec des résultats de 

sensibilité plus élevés (Cook et al. 2013; Karoly et al. 2017). 

 

w Les crises d'épilepsie peuvent-elles prédire les crises d'épilepsie ? 

L'analyse rétrospective d'enregistrements ultra prolongés (plusieurs années) a révélé, à partir des 

distributions statistiques des intervalles entre les crises, une occurrence non aléatoire des crises (Cook et 

al. 2014). Au lieu de prédire la probabilité d'une crise à venir, les approches de prévision du nombre de 

crises, souvent négligées dans la littérature sur la prédiction des crises, visent à prédire le nombre de crises 

sur une période future (Goldenholz et al. 2018, 2020; Goldenholz et Westover 2023). En utilisant des 

données sur de longues périodes, provenant de journaux de crises rapportés par les patients ou 

d'enregistrements intracrâniens, différentes études ont développé des algorithmes statistiques pour prédire 

le nombre de crises à venir (Goldenholz et al. 2018, 2020; Wang et al. 2022; Goldenholz et Westover 

2023). Ces méthodes permettent également d'incorporer des facteurs extérieurs tels que des variables 

cliniques, la qualité du sommeil, ou même des informations météorologiques pour fournir une prévision 

plus robuste aux variations naturelles de la fréquence des crises (Chiang et al. 2018; Payne et al. 2021). 

 

w Des dispositifs portables pour des prévisions ambulatoires ?  

Mettre au point un dispositif non invasif adapté à la collecte prospective et prolongée de données et 

à l'analyse en temps réel constitue un défi pour les décennies à venir. Plusieurs journaux de crises sur 

smartphone sont disponibles pour l'auto-déclaration des crises et la collecte des symptômes prodromaux. 

Les capteurs portables tels que les montres, bracelets et bagues intelligents, ou même des patchs 

autocollants, peuvent recueillir des informations sur la qualité et la quantité du sommeil, la fréquence 

cardiaque (et la VFC), l'activité électrodermale, l'accélérométrie, etc. Une étude longitudinale a recueilli 

les caractéristiques du sommeil à partir d'une montre connectée (Fitbit, Fitbit Inc., USA) pendant 17 mois 

en moyenne et a montré que les variations d’heures de début et de fin de sommeil exposaient à un risque 

plus élevé de crise le jour suivant que les variations de la durée totale du sommeil (Stirling et al. 2022). 

L'enregistrement longitudinal de la fréquence cardiaque par montre connectée (Fitbit) a de plus révélé des 

cycles pluriquotidiens qui se synchronisaient avec l'apparition des crises d'épilepsie (Karoly et al. 2021b).  

Les performances de prévision à partir de différentes mesures cliniques combinées (sommeil, 

fréquence cardiaque et nombre de pas) recueillies par montre connectée (Fitbit) dans un petit échantillon 

de patients (N=11) ont atteint un AUC moyen de 0,74 pour les probabilités horaires et de 0,66 pour les 

probabilités journalières (Stirling et al. 2021a). Deux autres études ont utilisé le bracelet E4 (Empatica, 
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Empatica Inc., USA) pour l'enregistrement prolongé de l'accélérométrie, de la pléthysmographie, de 

l'activité électrodermale et de la température (Meisel et al. 2020; Nasseri et al. 2021). Les auteurs ont 

respectivement rapporté un AUC moyen de 0,8 sur 6 patients et une prévision meilleure que le hasard chez 

30 des 69 patients (44%). 

 

2) Approches d’imagerie cérébrale 

La mesure continue du débit sanguin cérébral de surface (DSC) par des capteurs sous-duraux a mis 

en évidence une augmentation du débit dans la zone épileptogène 20 minutes avant le début de la crise 

électrocorticographique, tandis que le DSC dans le cortex non épileptogène diminuait 2 minutes avant le 

début de la crise. (Weinand et al. 1997). D'autres études ont également constaté une augmentation 

précritique du DSC régional (rDSC) par tomographie d'émission monophotonique (SPECT) et de la 

disponibilité de l'oxygène cérébral par spectroscopie proche infrarouge (NIRS), respectivement 11-12 min 

et 1,5-13 h avant l'apparition de la crise EEG (Baumgartner et al. 1998; Adelson et al. 1999).  

Les changements précritiques en IRM fonctionnelle (IRMf) ont été étudiés ultérieurement, en 

particulier en utilisant le signal dépendant du niveau d'oxygène sanguin (BOLD) comme marqueur du 

rDSC. Une augmentation du signal BOLD en IRMf a été observée quelques dizaines de secondes à 

plusieurs minutes avant l'apparition de la crise clinique ou électrique EEG –  jusqu'à 20 minutes –  et parfois 

une diminution associée dans une région annexe (Federico et al. 2005; Chaudhary et al. 2012; Vinette et 

al. 2016). 

Il est important de souligner qu'aucun EEG intracérébral n'a été réalisé au cours de ces acquisitions. 

Il est tout à fait possible qu’une crise ait pu débuter dans une région cérébrale profonde – qui ne serait pas 

enregistrée par des électrodes placées en surface sur le cuir chevelu ou en ECoG – et les changements 

observés au cours de la période dite précritique ne seraient le reflet que d’une activité critique occulte. Des 

données provenant d'un EEG intracérébral et d'une IRMf concomitants sont disponibles pour un seul 

patient et aucun changement BOLD significatif n'a été observé pendant la période précritique (Chaudhary 

et al. 2016). La période précritique enregistrée était cependant trop courte – uniquement 30 secondes avant 

l'apparition de la crise. 

Bien qu'intéressantes pour des considérations physiopathologiques, en particulier l'équilibre 

excitation/inhibition précritique, les approches en IRMf ne sont pas adaptées à une application en pratique 

clinique dans le domaine de la prédiction des crises d'épilepsie.  
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3) Approches EEG 

 

w Analyses standards de l’EEG 

 

Anomalies EEG intercritiques 

L'EEG intercritique présente une activité physiologique de fond ponctuée par des événements 

transitoires composées notamment d’anomalies épileptiques intercritiques (pointes, pointes-ondes, etc.), 

d’anomalies lentes et d’oscillations à haute fréquence (HFO), qui surviennent plus fréquemment que les 

crises d'épilepsie. Bien que ces événements ne soient associés à aucune manifestation clinique, ils 

pourraient refléter l'excitabilité corticale (Chvojka et al. 2021; Lai et al. 2023). Des changements dans leur 

dynamique spatio-temporelle pourraient indiquer une condition particulière qui précède l'apparition des 

crises d'épilepsie. En effet, il a été démontré que les HFO (100-500 Hz) sont impliqués dans l’initiation 

des crises et dans les périodes précritiques immédiates (1-5 min avant la crise) (Jefferys et al. 2012; Pearce 

et al. 2013; Scott et al. 2020, 2021). Certaines études ont toutefois soulevé des doutes quant à leur 

spécificité à identifier des périodes présentant un risque accru de crises d'épilepsie (Jacobs et al. 2009; Lai 

et al. 2023). Les premières études ont considéré que l'organisation spatio-temporelle des décharges 

d’anomalies épileptiques intercritiques jouerait un rôle dans la genèse des décharges critiques (Ralston 

1958; Stevens et al. 1972; Lange et al. 1983; Li et al. 2013). Néanmoins, d'autres études portant sur des 

ensembles de données plus conséquents n'ont pas trouvé de changements systématiques dans les 

décharges d’anomalies épileptiques intercritiques avant les crises (Gotman et Marciani 1985; Gotman et 

Koffler 1989; Katz et al. 1991; Chvojka et al. 2021). De même, des oscillations très lentes ont été observées 

avant l'apparition des crises, mais les données restent insuffisantes pour confirmer une modulation lente 

de l'excitabilité ou tout autre rôle dans l'ictogenèse (Ren et al. 2011; Constantino et Rodin 2012; Rodin et 

al. 2014). 

 

Cycles des anomalies épileptiques intercritiques 

Les études antérieures sur les figures EEG intercritiques se sont principalement concentrées sur les 

changements temporels pendant les périodes proches des crises. Néanmoins, des découvertes récentes ont 

suggéré que la dynamique des anomalies épileptiques intercritiques pouvait être organisée sur des échelles 

de temps circadiennes, multidiennes et circannuelles. En effet, les algorithmes de prévision des crises ayant 

pris en compte ces cycles sous-jacents sur des enregistrements EEG ultra prolongés (années) provenant de 
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dispositifs implantables chroniques ont mis en évidence une probabilité cyclique du risque de crise (Cook 

et al. 2013; Leguia et al. 2021; Proix et al. 2021). 

 

Figures physiologiques 

Le sommeil et l'épilepsie ont une forte influence mutuelle, notamment l'apparition d’anomalies 

épileptiques intercritiques et de crises à des stades de sommeil particuliers (Derry et Duncan 2013). Il est 

intéressant de noter que des changements dynamiques dans les fuseaux de sommeil – une réduction 

significative – ont été mis en évidence avant l'apparition des crises, ce qui pourrait être lié à une perturbation 

des réseaux cortico-thalamiques avant la décharge critique (Tezer et al. 2014; Rémi et al. 2018). 

 

w Analyse du signal EEG 

 

 Les systèmes actuels de prédiction des crises basés sur les données EEG consistent en une 

acquisition continue suivie i) d'un prétraitement des signaux pour éliminer les artefacts, ii) de l'extraction 

et de la sélection de caractéristiques les plus informatives, iii) d'une classification pour distinguer les états 

intercritiques et précritiques, iv) d'un post-traitement pour réduire les faux positifs et, enfin, v) d'une 

évaluation des performances. 

 

Prétraitement de l'EEG 

L'étape de prétraitement vise à supprimer ou à atténuer les artefacts environnementaux ou 

physiologiques (contractions musculaires, mastication, déglutition, mouvements oculaires, clignements 

des yeux, etc.) en utilisant de multiples techniques pour augmenter le rapport signal/bruit, telles que les 

filtres passe-bande, coupe-bande, ou la décomposition en ondelettes  (Islam et al. 2020). Même s’il s'agit 

d'une étape nécessaire pour nettoyer les signaux EEG, les procédures de prétraitement (lissage, 

normalisation et prétraitement des valeurs aberrantes) peuvent également avoir un impact sur les 

performances des algorithmes de prédiction (Rasekhi et al. 2013).  

Une autre question importante, souvent négligée dans la littérature sur la prédiction des crises, est 

l'effet de la conduction volumique et l'impact des montages bipolaires ou référentiels sur les mesures 

(Nunez et al. 1997; Zaveri et al. 2000; Park et al. 2011). Le référencement des signaux EEG originaux à 

des références artificielles ou l'utilisation de filtres spatiaux (par exemple, le Laplacien) ont été proposés 
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pour réduire ces biais potentiels (Srinivasan et al. 1998).  Des méthodes statistiques spécifiques peuvent 

également être appliquées pour extraire les caractéristiques de l'EEG et réduire l'impact de la conduction 

volumique, comme la cohérence imaginaire ou l'indice de retard de phase (phase-lag index). 

 

Extraction des caractéristiques 

L'extraction des caractéristiques est l'étape au cours de laquelle les informations les plus 

discriminantes sont extraites des signaux EEG. Fondamentalement, les caractéristiques sont basées sur des 

mesures univariées de chaque canal, ou multivariées lorsque les informations sont extraites d'une 

combinaison de plusieurs canaux.  Alors que les mesures linéaires sont calculées directement à partir des 

segments EEG (dans le domaine temporel ou fréquentiel), plusieurs mesures non linéaires, principalement 

dérivées de la théorie des systèmes dynamiques, ont été proposées pour caractériser les propriétés 

statistiques plus complexes (Abarbanel et al. 1993; Kantz et Schreiber 2003).  

 

Caractéristiques univariées linéaires 

Les caractéristiques linéaires comprennent généralement des moments statistiques dans le domaine 

temporel (moyenne, variance, coefficient d’asymétrie, coefficient d’aplatissement, caractéristiques de la 

fonction d'autocorrélation, etc.) ou fréquentiel (centroïde spectral, coefficient d’asymétrie spectrale, 

puissance absolue ou relative dans les bandes de fréquence standard de l'EEG, etc). Dans plusieurs études 

de prédiction des crises, les signaux EEG sont modélisés comme la sortie d'un processus autorégressif 

(AR), d’un processus à moyenne mobile (MA), ou autorégressif à moyenne mobile (ARMA), de sorte 

que les paramètres du modèle résultant (l’ordre du filtre, les coefficients, l’erreur de prédiction, etc.) servent 

de caractéristiques pour l'identification de l’état précritique (Mormann et al. 2007). De même, les 

paramètres obtenus en filtrant les signaux EEG en ondelettes ou d'autres décompositions linéaires temps-

fréquence (ondelettes continues, discrètes ou paquets d'ondelettes) ont été utilisés comme caractéristiques 

dans la prédiction des crises d'épilepsie (Bou Assi et al. 2017; Cherian et Kanaga 2022; Maimaiti et al. 

2022). Le principal avantage de ces caractéristiques linéaires est leur simplicité algorithmique et leur 

facilité d’utilisation notamment dans une configuration en temps réel, ce qui pourrait être intéressant pour 

une surveillance continue.   
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Caractéristiques univariées non linéaires 

Les signaux cérébraux, à différentes échelles temporelles et spatiales, peuvent être considérés 

comme la sortie d'oscillateurs non linéaires stochastiques (Lopes da Silva et al. 2003a). La plupart des 

caractéristiques non linéaires utilisées dans la prédiction des crises sont dérivées de la théorie des systèmes 

dynamiques, dans laquelle l'EEG est considéré comme une variable observée d'un système dynamique 

complexe. Certains outils mathématiques permettent de reconstruire, à partir d'une seule observation 

scalaire, les états sous-jacents du système à chaque instant (Abarbanel et al. 1993; Kantz et Schreiber 

2003). La séquence d'états consécutifs dans le temps définit une trajectoire dans l'espace des phases. Dans 

les premières études sur la prédiction des crises, différents paramètres caractérisant cette trajectoire 

reconstruite ont été utilisés comme caractéristiques EEG. Les paramètres de la trajectoire tels que la 

dimension de corrélation (et ses multiples dérivées), les entropies liées à la corrélation, les mesures de flux 

local, la prédictibilité marginale et les exposants de Lyapunov constituent différentes mesures non linéaires 

de sa complexité et de sa stabilité (Abarbanel et al. 1993; Kantz et Schreiber 2003). La régularité des 

trajectoires reconstruites a également été caractérisée par l'analyse et la quantification de leur récurrence, 

qui fournit différents paramètres liés à la complexité et à la non-linéarité des données observées (Acharya 

et al. 2011). Pour quantifier la déviation statistique à un moment donné de la trajectoire EEG observée par 

rapport à la trajectoire reconstruite pendant une période intercritique de référence, certains auteurs ont 

proposé une mesure non linéaire de dissimilarité (Le Van Quyen et al. 1999, 2000, 2001b). Contrairement 

aux approches linéaires, certains de ces outils non linéaires permettent de mieux caractériser les 

fluctuations irrégulières et complexes observées dans les signaux EEG. Néanmoins, la plupart des 

méthodes dérivées de la théorie du chaos nécessitent une grande quantité d’échantillons pour fournir des 

estimateurs robustes et sans biais, et sont extrêmement sensibles aux artefacts et aux tendances non 

stationnaires.  

L'entropie d'un système représente le taux de perte d'information sur sa dynamique. Elle reflète le 

niveau d'incertitude concernant tout état futur et est donc liée à la prédictibilité. Les mesures des trajectoires 

reconstruites dans l'espace des phases (entropie de Kolmogorov, entropie approximative et l'entropie 

d'échantillon), mais aussi de la distribution des amplitudes sur des séries temporelles sont couramment 

utilisées comme estimateurs de leur comportement irrégulier. En effet, différentes familles d'entropies 

peuvent être utilisées pour caractériser le degré de désordre (ou de régularité) des séries temporelles EEG 

univariées (Tang et al. 2015). Ces mesures comprennent l'entropie classique de Shannon et ses 

généralisations, l'entropie de Renyi et l'entropie de Tsalli. Les caractéristiques de prédiction des crises ont 

également utilisé des entropies multi-échelles pour caractériser la complexité des signaux EEG à des 

résolutions temporelles de plus en plus grossières (Humeau-Heurtier 2015). De même, les entropies par 



Partie 2. État de l’art de la période précritique 
 

25 

 

ondelettes (spectrales) sont souvent utilisées comme estimateurs de la régularité/du désordre des signaux 

EEG dans différentes bandes de fréquence. 

La fluctuation des oscillations cérébrales contrôle les décharges neuronales en modulant 

l'excitabilité des neurones. Cette interaction ou modulation des rythmes a été caractérisée par différentes 

mesures de couplage inter-fréquence qui estiment essentiellement les relations statistiques entre 

l'amplitude, la phase et la fréquence de deux oscillations provenant de bandes de fréquences différentes 

(généralement des activités rapides couplées à des oscillations plus lentes) dans un ou deux signaux EEG 

(Hyafil et al. 2015). Ces caractéristiques, qui comprennent le couplage phase-phase, le couplage phase-

fréquence, le couplage phase-amplitude et le couplage amplitude-amplitude, se sont avérées avoir un bon 

pouvoir discriminant entre les signaux issus des périodes intercritiques, précritiques et critiques (Alvarado-

Rojas et al. 2015). D'autres mesures telles que les spectres d'ordre supérieur, ou polyspectres, ont également 

été utilisées pour identifier les périodes précritiques en quantifiant le couplage de phase entre différents 

rythmes (Bou Assi et al. 2018). Malgré leur capacité à caractériser des interactions de rythmes complexes, 

certaines de ces méthodes souffrent de biais statistiques importants qui dépendent des propriétés spectrales 

du signal étudié, et rendent difficile une comparaison directe des segments EEG avec des dynamiques 

différentes (Aru et al. 2015; Scherer et al. 2023). 

D'autres caractéristiques non linéaires actuellement utilisées dans la prédiction des crises sont basées 

sur la dynamique symbolique. Les séries temporelles EEG sont transformées en une séquence de 

symboles en partitionnant la gamme d'amplitudes du signal et en attribuant un symbole à chaque intervalle, 

ou en faisant correspondre leur valeur à un symbole discret (ou motif ordinal) qui code la manière dont les 

échantillons consécutifs sont liés les uns aux autres en termes de position et de valeur. La représentation 

des motifs ordinaux est une méthode non paramétrique qui s'est avérée être une représentation plus précise 

pour étudier la complexité des séries EEG. L'entropie de permutation, calculée à partir du nombre de 

motifs ordinaux, et ses différentes extensions et variantes (pondérée, multi-échelle, sensible à l'amplitude, 

etc.) ont montré un grand potentiel dans les algorithmes de prédiction des crises (Yang et al. 2018; Ra et 

al. 2021)]. Par rapport à d'autres méthodes non linéaires, la représentation des motifs ordinaux présente 

l'avantage d'être entièrement pilotée par les données, d'être sensible à plusieurs non-linéarités et d'être 

robuste aux segments courts et bruités (Ouyang et al. 2013; Ferlazzo et al. 2014).   

Malgré l'abondance de la littérature, il n'y a pas à l’heure actuelle d'avantage clair et définitif à utiliser 

les caractéristiques non linéaires par rapport aux caractéristiques linéaires. L'un des principaux 

inconvénients des caractéristiques non linéaires de l'EEG est leur haut niveau d'abstraction, qui ne permet 

pas de comprendre clairement ou même intuitivement les mécanismes à l'origine des crises d'épilepsie. 
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Caractéristiques multivariées ou connectivité 

 Le réseau épileptogène comprend des interactions fonctionnelles avec des régions cérébrales 

parfois distantes et qui pourraient jouer un rôle dans la génération et la propagation des crises (Kramer et 

Cash 2012). La connectivité EEG a été utilisée comme un traceur potentiel de la transition 

intercritique/critique (van Mierlo et al. 2014). Au cours des dernières décennies, de nombreuses méthodes 

ont été proposées pour mesurer la connectivité cérébrale (c'est-à-dire mesurer la similarité statistique entre 

deux ou plusieurs signaux EEG) sur la base de différents principes allant du traitement des signaux à la 

modélisation paramétrique et à la théorie de l'information (Lehnertz et al. 2009). Dans le cas des mesures 

bivariées, les méthodes se répartissent en deux grandes catégories : celles mesurant l'interaction mutuelle 

et symétrique, et celles mesurant la transmission asymétrique de l'information et généralement associées à 

des mesures de causalité. À l'intérieur de ces deux catégories, d'autres classifications peuvent être faites en 

fonction de leur capacité à mesurer des relations linéaires ou non linéaires, à prendre en compte des effets 

bivariés ou multivariés, et à s'appliquer dans le domaine temporel ou fréquentiel. Les méthodes de 

connectivité multivariées tentent souvent d’atténuer les effets d'une connectivité parasite entre deux 

signaux due à la présence d'autres signaux interagissant avec eux (comme l’effet de conduction 

volumique). Ces méthodes sont basées sur le calcul de probabilités conditionnelles conjointes comme la 

corrélation partielle, ou sur l'estimation de nombreux paramètres (modèles autorégressifs multivariés) à 

partir de l'ensemble des signaux. 

Parmi les caractéristiques multivariées linéaires couramment utilisées dans la prédiction des crises, 

on peut citer la fonction de corrélation linéaire ou la cohérence spectrale (estimée par des modèles 

paramétriques ou par la transformée de Fourier) et ses extensions telles que la cohérence imaginaire 

(développée pour atténuer les effets de conduction volumique) (Ewald et al. 2012; Stam et van Straaten 

2012). 

La plupart des mesures multivariées non linéaires étudiées dans la prédiction des crises sont 

également dérivées de la théorie des systèmes dynamiques. Comme les entropies conjointes, l'information 

mutuelle et les régressions non linéaires, les mesures d'interdépendance non linéaires quantifient 

généralement la similarité entre les trajectoires reconstruites de deux canaux EEG dans un état de phase. 

En utilisant les caractéristiques de connectivité, des études antérieures ont caractérisé la transition 

intercritique/critique par des valeurs de couplage, significativement différentes de celles observées pendant 

la période intercritique (Le Van Quyen et al. 2001a). La synchronie de phase est le processus par lequel 

deux signaux ou plus tendent à osciller avec une différence de phase constante, indépendamment de leurs 

amplitudes. Cette mesure de connectivité s'est avérée utile pour quantifier les changements temporels dans 

les interactions fonctionnelles entre des signaux multicanaux avant la crise (Schindler et al. 2008; Rings et 
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al. 2019). Différentes versions de la synchronie de phase (partie imaginaire, indice de retard de phase et 

indice de retard de phase pondéré) ont été appliquées pour identifier et caractériser l'état précritique. 

 

 

II. Hypothèses physiopathologiques de la période précritique 

1) Approches dynamiques 

La transition d'un état intercritique à une crise peut être représentée par trois changements 

dynamiques différents (Figure 14) (Lopes da Silva et al. 2003a).   

w Une déformation progressive 

La situation idéale serait une transition graduelle dans le temps, avec un recrutement progressif de 

neurones du réseau épileptogène qui déséquilibrerait un état stable (intercritique) et aboutirait finalement 

à une crise. Cette conception pourrait permettre d'identifier les modifications précritiques avant l'apparition 

de la crise. 

w Une bifurcation abrupte 

En revanche, une transition soudaine et imprévisible vers la crise peut également être envisagée. 

Une telle conception – sans état précritique – exclurait toute stratégie de prédiction des crises.   

w Une conception mixte 

Enfin, un modèle double, dans lequel la dynamique physiologique – telle que les changements d'état 

de vigilance – ouvrirait la voie à une transition abrupte vers la crise, est également possible. 
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Figure 14. Dynamiques cérébrales précritiques théoriques 
1. Déformation progressive ; 2. Bifurcation abrupte ; 3. Conception mixte 

(Figure issue de Navarro et al., 2011) 
 

 

 

 

Si l’état précritique est une conception déterministe de l’épilepsie – une augmentation de 

l’excitabilité corticale amenant invariablement à la survenue d’une crise – l’état procritique est issu d’une 

conception probabiliste (Figure 15). Il constituerait une période particulièrement à risque de développer 

une crise qui pourrait finalement aboutir (Baud et al. 2020). Le risque de crise pourrait ainsi fluctuer au 

cours du temps en suivant les dynamiques d’un système complexe et dépasser un seuil « critique », avec 

ou sans précipitation par un facteur stochastique. 
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Figure 15. Représentation des dynamiques pro et précritiques 

Admettons que les trajectoires de la balle représentent un cycle limite et la chute en dehors du plat la 
survenue d’une crise d’épilepsie (a). Trois états sont alors possibles : un état où le risque de chute en 

dehors du plat est faible (b, état intercritique), modéré à élevé (c, état procritique) ou alors inévitable (d). 
Le risque de crise fluctuerait au cours du temps et un facteur stochastique précipitant pourrait précipiter 

l’apparition d’une crise. 
(Figure issue de Baud et al., 2020).      

 

 

2) Approches computationnelles 

Les modèles computationnels neuronaux ont contribué à élucider certains mécanismes sous-jacents 

observés dans différents états physiologiques ou pathologiques. Les premiers travaux sur la prédiction des 

crises ont considéré le cerveau comme un système dynamique pouvant présenter une présenter une période 

de transition vers la crise (Lopes da Silva et al. 2003a, 2003b). Ces transitions peuvent être modélisées au 

niveau de neurones individuels, de réseaux de neurones et au niveau de grandes populations de neurones 

(ou assemblées neuronales). Contrairement aux bifurcations d'activités neuronales modélisées par des 

modèles cellulaires détaillés (Traub et al. 1989), certaines études ont révélé le rôle clé de la connectivité 

entre les populations de cellules excitatrices et inhibitrices dans l'apparition des crises d'épilepsie (Kramer 
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et al. 2007; Takeshita et al. 2007). Plutôt que de décrire la dynamique des neurones individuels (ou couplés 

en réseaux), les modèles mésoscopiques utilisent une approximation de champ moyen pour décrire 

l'évolution d'une variable macroscopique de la dynamique intercritique à la dynamique critique (Wendling 

et al. 2005). Différents modèles neuronaux mésoscopiques ont ainsi été développés pour simuler l’état 

précritique (van Putten et Zandt 2014; Houssaini et al. 2020; Saggio et al. 2020). 

Certaines méthodes de prédiction des crises se sont basées sur des modèles EEG computationnels, 

dont les paramètres sont estimés à partir des données EEG chez des patients présentant une épilepsie 

pharmacorésistante (Schindler et al. 2002). Malgré la complexité de l'ajustement d'un modèle EEG, les 

changements spatio-temporels des paramètres estimés ont révélé des signatures précritiques spécifiques 

au patient qui pourraient être utilisées pour la prédiction des crises (Aarabi et He 2014). Bien que ces 

approches aient fourni des informations utiles sur la période de transition précritique, les méthodes 

d'estimation des paramètres assument certaines conditions sur le substrat neuronal qui ne peuvent pas être 

facilement vérifiées (par exemple, le rapport excitation/inhibition, le type de couplage entre les populations 

neuronales, etc). Une intégration théorique des données expérimentales à plusieurs échelles (à la fois 

électrophysiologique et anatomique) serait nécessaire pour développer des modèles de grandes 

populations corticales telles que celles enregistrées simultanément par les signaux EEG. 

Des techniques d'apprentissage profond ont été récemment proposées pour générer des répliques 

des segments EEG. Initialement développés pour surmonter le problème du déséquilibre des données dans 

les études de prédiction, certains auteurs proposent d'utiliser des réseaux antagonistes génératifs 

(Generative Adversial Network) pour synthétiser des échantillons d'EEG (Rasheed et al. 2021a). Cette 

technique d'augmentation des données pourrait être un modèle génératif alternatif pour améliorer 

l'ajustement des paramètres dans la modélisation neuronale classique. 

 

 

3) Données issues des études in vitro sur tissus humains et des modèles animaux 

Les mécanismes cellulaires et moléculaires de l'ictogenèse peuvent être approchés in vitro, 

notamment à partir de tissus épileptiques humains post-opératoires. Des anomalies épileptiques 

intercritiques peuvent être enregistrées spontanément dans le subiculum d’une sclérose hippocampique 

(Cohen et al. 2002). Des crises peuvent également être induites en augmentant l'excitabilité des neurones 

– en augmentant la concentration du milieu en potassium et en diminuant le magnésium. De telles 

modifications du milieu extracellulaire ont entraîné l'apparition de décharges critiques, précédées d'un 

changement de forme des anomalies épileptiques – appelées décharges précritiques (Huberfeld et al. 
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2011). L'utilisation de différents bloqueurs pharmacologiques a permis de démontrer que les anomalies 

intercritiques étaient médiées par la transmission GABAergique, alors que les décharges précritiques 

étaient, en plus, médiées par la transmission glutamatergique.  

Les processus d'ictogenèse peuvent, en partie, être liés à la lésion histopathologique sous-jacente. 

En fonction de la connexion des neurones pathologiques avec le tissu cérébral environnant, les crises de 

certaines lésions pourraient être associées à une transition précritique, alors que d'autres lésions ne le 

seraient pas. Les dysplasies corticales focales (DCF) sont des lésions caractérisées par des neurones 

dysplasiques spécifiques, avec une signature EEG typique : des anomalies épileptiques intercritiques 

périodiques, qui s'interrompent au début d'une crise. Des décharges précritiques ont été enregistrées in vitro 

à partir de certains tissus avec DCF (Blauwblomme et al. 2019). Une altération de l'expression des co-

transporteurs du chlore et un dysfonctionnement de la signalisation GABA ont été associés aux anomalies 

épileptiques intercritiques, comme dans la sclérose hippocampique. Les mécanismes de transition entre 

les anomalies intercritiques et les décharges précritiques n'ont cependant pas été mis en évidence. 

Les processus d'ictogenèse peuvent également être liés aux microstructures anatomiques du cortex. 

La physiopathologie de la transition précritique a été principalement étudiée in vitro à partir de structures 

hippocampiques humaines, un archicortex qui présente des réseaux et des sous-types neuronaux 

spécifiques. Dans le néocortex, les microcircuits sont différents, souvent organisés en colonnes, et il existe 

un certain nombre d'interneurones différents. Les études in vitro sur le néocortex épileptique humain sont 

rares et les crises ne peuvent pas être facilement enregistrées, à moins qu'elles ne soient provoquées par 

des bloqueurs du GABAA (Kandrács et al. 2019), ce qui limite considérablement la généralisation des 

résultats. 

Les limites des études in vitro sur les tissus humains pour étudier la transition précritique sont liées 

à la difficulté d'enregistrer des crises spontanées, ce qui peut être dû à la déconnexion "anatomique" du 

tissu de toutes les différentes afférences, et à la déconnexion "fonctionnelle" du tissu des influences 

physiologiques, telles que les états d'éveil, de sommeil et de stress.  

La transition entre la période intercritique et la crise peut également être étudiée dans des modèles 

animaux d'épilepsie. Néanmoins, la généralisation de leurs résultats reste limitée, car les mécanismes 

pathologiques identifiés sont étroitement liés au facteur déclenchant utilisé dans le modèle. Dans un 

modèle d'excitabilité élevée au potassium, les mécanismes moléculaires à l'origine des anomalies 

épileptiques intercritiques et des crises se sont révélés indépendants, car le blocage de la plupart des 

neurotransmetteurs a inhibé les anomalies épileptiques intercritiques, mais pas les crises (Jensen et Yaari 

1988). Dans un modèle de perfusion à forte teneur en potassium et faible teneur en magnésium, le blocage 

des récepteurs GABAA a raccourci la période précritique, aboli les anomalies épileptiques intercritiques et 
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atténué la lente dépolarisation précritique – sans effet sur la durée de la crise – alors que les crises ont été 

bloquées par le blocage des récepteurs du glutamate. (Zhang et al. 2012). Dans un modèle in vitro lié à la 

4-aminopyridine, les anomalies épileptiques intercritiques provenant de la région CA3 se propageaient au 

cortex entorhinal et semblaient limiter l’apparition des crises (Barbarosie et Avoli 1997), ce qui suggère 

que les anomalies épileptiques intercritiques pourraient refléter un mécanisme compensateur visant à 

bloquer l’apparition de la crise. Dans un modèle après injection de pilocarpine in vivo, utilisant des tétrodes, 

il a été démontré que des interneurones putatifs étaient progressivement recrutés – augmentation de la 

synchronie, augmentation de la fréquence de décharge – avant l'apparition des crises, alors que les cellules 

pyramidales putatives étaient recrutées plus tardivement (Grasse et al. 2013). 

L’ensemble des résultats obtenus à partir de tissus épileptiques humains et de modèles animaux 

d'épilepsie suggère fortement l'existence de changements précritiques, précédant les crises avec un délai 

de plusieurs secondes ou minutes. La nature de ces changements précritiques semble très variable, 

soulignant la diversité moléculaire et cellulaire possible des "routes vers la crise", mais aussi la subtilité de 

la cascade d'événements précédant les crises, qui ne peut être réduite à un simple défaut dans l'équilibre 

excitation/inhibition.  

 

 

 

 

 

 

 

 

 

 

 

 

 



 

33 
 

PARTIE 3. PREDICTION DES CRISES ET ALGORITHMES 

D’APPRENTISSAGE AUTOMATIQUE     

 

I. Les modèles d'apprentissage automatique 

1) Construction et évaluation du modèle 

Les techniques d'apprentissage automatique construisent un modèle de prédiction pour identifier les 

états précritiques en fonction de différentes métriques. Les modèles supervisés apprennent une fonction 

qui associe une entrée (symptômes prodromaux, caractéristiques ECG ou EEG, etc.) à une sortie, en 

utilisant des données préalablement labélisées (intercritiques ou précritiques). Les modèles non supervisés 

apprennent un modèle de reconnaissance à partir d'un ensemble de données non étiquetés.  

L'élaboration d'un modèle de prédiction des crises comporte généralement les étapes suivantes : 

 i) l’apprentissage : les paramètres du modèle sont estimés à partir d'un sous-ensemble des données ;  

ii) la validation : les modèles formés sont évalués dans un autre sous-ensemble des données et les 

hyperparamètres ajustés ;  

iii) la phase de test : le modèle final est testé sur un jeu de données distinct afin d'évaluer les 

performances de prédiction.  

Les paramètres du modèle sont généralement optimisés par une procédure de validation croisée 

(Figure 15). Cette procédure de rééchantillonnage utilise différentes sous-parties des données pour former 

et tester un modèle sur différentes itérations. La validation croisée a pour but de tester la capacité du modèle 

à prédire de nouvelles données qui n'ont pas été utilisées pour l'estimer. Il s’agit d’un procédure sûre contre 

le surajustement (overfitting) ou contre le biais de sélection, en particulier sur des ensembles de données 

limités, car elle suppose que les données sont indépendantes et identiquement distribuées, de même que la 

procédure de formation/test (King et al. 2021). Néanmoins, dans les études de prédiction des crises, le 

fractionnement aléatoire des données durant la validation croisée doit être appliqué avec précaution, car 

les segments adjacents dans le temps sont fortement dépendants, ce qui entraîne des performances 

optimistes surévaluées (Cherian et Kanaga 2022; West et al. 2023).   

Parmi les modèles d’apprentissage automatique les plus populaires utilisés pour la prédiction des 

crises, on peut citer (Bou Assi et al. 2017; Abbasi et Goldenholz 2019) :  
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a) l'analyse discriminante linéaire qui établit une combinaison linéaire de caractéristiques qui 

caractérise ou sépare les états intercritiques et précritiques ; 

b) les machines à vecteurs de support (SVM) (Figure 15) qui transposent les données dans un espace 

à haute dimension où un hyperplan peut séparer les deux classes (intercritiques et précritiques) avec une 

marge maximale (la distance entre l’hyperplan et les données plus proches) ;  

c) la régression logistique qui effectue une classification binaire linéaire représentant l'occurrence 

ou la non-occurrence d'une classe ;  

d) l’algorithme des K plus proches voisins (Figure 15), qui intègre les étiquettes des K voisins les 

plus proches d'un échantillon pour décider de sa classification finale ;  

e) le classifieur bayésien naïf qui apprend le modèle en combinant les probabilités préalables et la 

vraisemblance des classes. 

 

2) La détection d’anomalies 

Le manque d'observations précritiques est une contrainte majeure pour les algorithmes de prédiction 

des crises, qui nécessitent suffisamment de données des deux classes (intercritiques et précritiques) pour 

apprendre correctement un modèle. Les méthodes de détection des valeurs aberrantes ou « anomalies », 

qui ne nécessitent que des données provenant de périodes intercritiques pour former des modèles 

statistiques, peuvent être utilisées pour identifier les échantillons qui diffèrent de la classe de référence 

(Wulsin et al. 2011). 

 

3) Modèles d'apprentissage profond  

La capacité des algorithmes d'apprentissage profond à extraire automatiquement des 

caractéristiques représentatives des signaux EEG, sans (ou avec un minimum) de prétraitement et 

d'intervention manuelle dans les données, ouvre de nouvelles perspectives dans la prédiction des crises 

d'épilepsie (Rasheed et al. 2021b; Cherian et Kanaga 2022; Shoeibi et al. 2022). Ces modèles apprennent 

automatiquement grâce aux représentations de plusieurs couches de données transformées. Ces couches 

sont généralement des neurones artificiels qui appliquent des transformations linéaires aux données 

d'entrée. Pour que le modèle d’apprentissage profond apprenne des patterns complexes, des couches 

intermédiaires non linéaires spécifiques (fonctions d'activation) sont ajoutées. Les réseaux sont formés en 

mettant à jour et en ajustant les poids (et les biais) des neurones à l'aide de techniques d'optimisation. Les 
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modèles d’apprentissage profond utilisés dans la prédiction des crises comprennent de nombreuses 

variantes, mais ils peuvent être classés en deux groupes (Wainberg et al. 2018) :  

i) les modèles supervisés qui comprennent les réseaux de neurones classiques (Figure 15) ou 

perceptron, les réseaux neuronaux convolutifs et les réseaux neuronaux récurrents ;  

ii) les modèles d'apprentissage non supervisés qui peuvent apprendre à partir de données non 

étiquetées, parmi lesquels les plus populaires sont les cartes auto-organisatrices, la machine de Boltzmann 

et les auto-encodeurs. Contrairement aux techniques traditionnelles d’apprentissage automatique qui 

utilisent des vecteurs de caractéristiques obtenus par des algorithmes traditionnels de traitement du signal, 

les caractéristiques extraites par ces nouvelles méthodes semblent être plus discriminantes et plus robustes. 

Néanmoins, l'apprentissage de ces modèles nécessite de nombreux paramètres et donc une grande quantité 

de données. Malgré leur fort pouvoir discriminant, à l’heure actuelle il n'existe pas de référence pour 

comparer les multiples architectures, la fonction de perte (pour comparer la sortie observée et prédite), ou 

les fonctions d'activation et d'optimisation sur les performances des algorithmes.  

 

II. Évaluation des performances d’un modèle 

Les performances des modèles de prédiction de crise peuvent être évaluées par différentes métriques 

(Santos et al. 2018) :  

w La précision ou valeur prédictive positive : le rapport du nombre de prédictions correctes 

d’un état précritique (vrais positifs) sur celui du nombre total de prédictions d’un état 

précritique, incluant donc les vrais et faux positifs (prédictions incorrectes d’un état 

précritique) ; 

w Le rappel ou sensibilité : le rapport du nombre de vrais positifs sur celui du nombre total 

d’état précritique à prédire, incluant donc les vrais positifs et les faux négatifs (prédictions 

incorrectes d’un état intercritique) ;  

w Le F1-score, qui combine la précision et le rappel ; 

w La spécificité : le rapport entre le nombre de prédictions correctes d’un état intercritique 

(vrais négatifs) sur celui du nombre total d’état intercritique à prédire, incluant les vrais 

négatifs et les faux positifs (prédictions incorrectes d’un état précritique) ;  

w L’exactitude ou accuracy, qui représente la proportion de prédictions correctes (d’un état 

inter ou précritique) sur l’ensemble des données ; 
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w Le taux de fausses alarmes, qui correspond à la probabilité d’avoir une prédiction incorrecte 

d’un état précritique ; 

w La courbe ROC (Receiver Operating Curve), qui quantifie le rapport entre les prédictions 

correctes d’un état précritique (vrais positifs) et les prédictions incorrectes d’un état 

précritique (faux positifs) ;  

w L’aire sous la courbe ROC ou AUC (Area Under the Curve) qui désigne la surface en 

dessous de la courbe ROC (Tableau 2). 

 

   

   

  

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 16. Différents modèles d’apprentissage automatique 
A. Un modèle supervisé (en haut) apprend sur des données préalablement labélisées, alors que le modèle 
non supervisé (en bas) traite des données brutes non traitées pour identifier des groupes. B. L’algorithme 

Random Forest génère des arbres de décision. C. L’algorithme des K plus proches voisins où chaque 
nouvelle donnée est classée en fonction de la classe des K plus proches voisins (ici K=4). D. Le 

séparateur à vaste marge crée un hyperplan dans un espace de dimension supérieure pour maximiser la 
séparation des données avant d’arriver à une couche de sortie. E. Dans les réseaux de neurones artificiels, 
les données sont traitées par des différentes couches. F. Validation croisée : chaque itération comprend 
des données d’apprentissage (vert clair), des données de validation (jaune) et des données de test (vert 

foncé).  
(Figure issue de Abbasi et al., 2019) 
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Tableau 2. Valeurs de l’aire sous la courbe (AUC) et performances de classification 

 

 

 

III. Les prévisions probabilistes du risque de crise 

L’approche probabiliste des stratégies de prédiction des crises nécessite des métriques dédiées pour 

apprécier l’exactitude des prévisions probabilistes d’un modèle. Ces outils nous viennent notamment des 

sciences météorologiques qui utilisent depuis longtemps le score de Brier (Brier 1950; Murphy 1973). Le 

score de Brier peut être appréhendé comme une distance entre la prévision d’un évènement (la crise) et 

son observation : plus la probabilité prévisionnelle (de 0 à 1) sera proche de l’évènement observé 

(occurrence ou non), plus le score sera faible. Il est en effet différent de prédire (à tort ou à raison) un risque 

de crise de 5% ou de 90%. Ainsi, un score de Brier de 0 signifie une prédiction parfaite, alors que 1 est 

associé aux pires prédictions. Plusieurs études dans le domaine de la prédiction des crises ont implémenté 

ce score dans leur évaluation de performances (Karoly et al. 2017; Goldenholz et al. 2020; Leguia et al. 

2022). 

Le score de performance de Brier (ou BSS) est issu d’une comparaison entre les prévisions 

probabilistes d’un modèle (le risque de crise) et les prévisions d’un système de référence. Dans notre 

domaine d’application, le système de référence peut correspondre à la fréquence des évènements observés 

(les crises) sur une période données ce qui constitue une probabilité d’occurrence a posteriori (Leguia et 

al. 2022). Le score de performance de Brier varie de 1 (meilleures performances par le modèle de 

prédiction), en passant par 0 (performances identiques), à des valeurs négatives (le modèle prédit moins 

bien que le système de référence). 

 

 

AUC 

0,5 Nulles 

0,6-0,7 Pauvres 

0,7-0,8 Acceptables 

0,8-0,9 Bonnes 

> 0,9 Excellentes 
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Abstract 

The concept of a two-state model in epilepsy – i.e., interictal/ictal – has been widely questioned 

over the last decades. Ictogenesis may include a transitional state characterized by changes in 

cortical excitability that could pave the way to the seizure occurrence. This ‘pre’-ictal state 

constitutes the scientific substratum for seizure prediction models. In this work, we first 

reviewed the multilevel preictal changes. Preictal clinical changes have been reported, 

including subjective prodromal symptoms, ECG analysis and particularly the heart rate 

variability – as estimator of the sympathetic/parasympathetic balance – and other measures 

from wearable multimodal sensors (sleep quantity and quality, electrodermal activity, etc.). 

Cycles in seizures with circadian, multidien or circannual periodicities have been highlighted 

through ultra-long-term recordings. Although preictal radiological changes, notably on 

functional MRI, were described, these approaches seem not suitable for a clinical application. 

Studies on EEG have sometimes reported preictal spatiotemporal modifications of interictal 

epileptiform discharges. Signal EEG analysis remains the gold standard for seizure prediction 

methods: here, we reviewed the necessary processes to implement an EEG-based model, as 

well as the different features (linear or nonlinear, univariate or multivariate) that have been 

proposed over decades in the field of seizure prediction. We also reviewed the 

pathophysiological hypotheses underlying the preictal state, from theoretical conceptions – 

progressive or abrupt bifurcation – to computational and in vitro findings – such as the supposed 

preictal glutamatergic mediation. Finally, we discussed the clinical and methodological 

challenges for next-gen seizure prediction models, and the scientific perspectives to better 

understand the preictal transition and search a preictal signature. 

 

Keywords: Seizure prediction; seizure forecasts; forecasting; ictogenesis; preictal 
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1. Introduction 

The concept of a two-state model in epilepsy – i.e., interictal/ictal – has been widely questioned 

over the last decades. Ictogenesis may include a transitional state characterized by changes in 

cortical excitability that could pave the way to the seizure occurrence. This ‘pre’-ictal state 

constitutes the scientific substratum for seizure prediction models. If such a state may occur 

long enough before the seizure onset to detect a change in brain state, an intervention that may 

prevent the seizure (medications, biofeedback techniques, stimulation) or, at least, safety 

measures for the patient, could be proposed. 

While a deterministic approach has long been applied in prediction models – to predict the 

occurrence of the next seizure as a binary event (seizure or not) – a brand new strategy was 

more recently adopted. Current strategies are intended to be more realistic and suitable for 

nonlinear dynamic systems. Indeed, probabilistic approaches coming from the meteorological 

sciences are being increasingly applied to seizure prediction models. The goal of seizure 

forecasts is to estimate the probability of upcoming seizure at any time, while classical 

prediction algorithms aim at predicting exactly the next seizure occurrence. Therefore, we can 

identify a ‘pro’-ictal state, i.e.,  a high-risk state of seizure.  

In this work, we aimed at i) reviewing the multilevel preictal changes from subjective symptoms 

to prediction algorithms from a clinical point of view, ii) discussing the possible 

pathophysiological underlying mechanisms and iii) addressing the future challenges. 

We searched for the terms ‘seizure prediction’, ‘seizure anticipation’, ‘seizure forecasting’, 

‘preictal period’, ‘preictal state’, ‘preictal phase’, and ‘preictal changes’ in titles or abstracts 

from articles in PubMed, from inception to February 8, 2023. Additional sources of potential 

interest were also screened. We only reviewed articles in English and generated the final 

reference list in accordance with their originality, robustness, and relevance to our topic.  
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2. A variety of approaches of the preictal state 

 

2.1 Clinical approaches 

 

a. Prodromal symptoms, self-prediction, and precipitants 

In 1954, Henri Gastaut already reported ‘premonitory’ sensations of upcoming seizures (1). 

These subjective symptoms, also called ‘prodromes’ or ‘prodromal symptoms’, may precede 

the seizure onset by several hours – up to 24 hours – and consist of cognitive (trouble 

concentrating/understanding/reading etc.), emotional (irritability, bad mood, anxiety, etc.), 

sensorial (light/noise sensitivity, etc.) or physical (headache, fatigue, nausea, etc.) 

manifestations (2–7). Prodromal symptoms must be distinguished from early subjective 

symptoms during focal aware seizures, formerly named ‘auras’, as the underlying mechanism 

is considered as non-ictal. Besides, unlike auras, they are usually referred to as negative 

symptoms, and do not provide localization value of the epileptogenic zone (2,8). The prevalence 

of prodromal symptoms ranges widely from 6.2 to 87.1% of patients (4–6,9–11). 

Several studies have also investigated the value of patients’ self-prediction of seizure, i.e., the 

level of likelihood of upcoming seizure(s) reported by the patients themselves. The percentage 

of patients with an ability above chance to self-predict seizures varied from 21.1 to 47.4 % (12–

14). Precipitant factors (sleep deprivation, emotional stress, menstruation, alcohol, etc.) are 

another strong determinant of seizure occurrence, reported in 53-89.8% of patients (10,15), 

which may contribute to the self-assessment of seizure likelihood.  

It is therefore not surprising that studies prospectively evaluated their ability to predict seizures. 

Self-prediction was one of the most discriminant variables with median specificity of 0.87-0.95, 

but sensitivity remained low around 0.1-0.5 (12–14,16). Although sleep deprivation, stress, and 

some prodromal symptoms could be associated with an increased risk of seizure (3,13,17), some 

studies did not find significant results (18). One hypothesis is that standard linear analyses 

might not allow capturing the complexity of these data, as well as the binary (yes/no) 

categorization of some variables. Using non-linear prediction algorithms on scaled data was 

suggested as a possible solution, but a prospective real-time analysis must be completed (19).   
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b. ECG analysis 

The direct or indirect impact of epilepsy on the autonomic nervous system has been suggested 

for more than 20 years, in particular through the analysis of heart rate variability (HRV). Indeed, 

HRV reflects the sympathetic/parasympathetic balance and represents an accessible way to 

highlight a modulation of this balance by means of time-, frequency-domain and nonlinear 

analysis (20). Interictal decreased HRV, suggesting a lower parasympathetic component, was 

highlighted in patients with epilepsy in comparison with matched healthy controls (21). 

Changes in HRV were also reported as a promising way to identify preictal states (22,23). The 

amount of preictal information contained in ECG recordings could even be more consistent 

than in scalp EEG (22). An increased ratio of low HRV fluctuations (0.04-0.15Hz) over its high 

frequencies (0.15-0.4Hz), which reflects a predominant sympathetic activity, was described up 

to one hour before the seizure onset (24). Therefore, several studies implemented HRV-based 

prediction algorithms. Some authors reported a sensitivity of 89-91% and a false positive rate 

of 0.4-0.7 times per hour (25,26), while others stated an accuracy of 77.1% (27). 

 

c. Cycles in epilepsy 

It is now well understood that cortical excitability varies according to the vigilance state 

(sleep/wake cycles), hormonal fluctuations (ACTH, cortisol, sexual hormones), and other 

periodic physiological processes (e.g., blood sugar regulation) (28). Epileptiform interictal 

discharges (IEDs), for instance, usually increase during non-rapid eye movement (non-REM) 

sleep stages N2 and N3; and significantly decrease during REM sleep. In addition, the circadian 

likelihood of seizure can sometimes be estimated according to the epileptic syndrome: patients 

with frontal lobe epilepsies are more likely to have seizures during non-REM sleep, while 

patients with juvenile myoclonic epilepsy tend to have more frequently seizures in the early 

morning. 

Seizure diaries have also been used to develop forecasting algorithms based on the seizure 

cycles – i.e. circadian (hours), multidien (days/weeks) or even circannual (months) 

periodicities. Forecasting performances in a pseudo-prospective study displayed an AUC from 

0.69 to 0.94 and an average accuracy of 69% (29). The main limit of the diary-based approaches 

is the possible underreporting of self-declared seizures – up to 50% – which may underestimate 

their rate (30). Besides, no prospective forecasting in real-life conditions has been evaluated 

yet.  
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The seizure circadian profile can also be implemented in a multimodal model to enhance the 

prediction performances. For example, a combined model with circadian and EEG information 

performed better than a purely EEG-based model with higher sensitivity results (31,32). 

 

d. Can seizure predict seizure? 

Retrospective analysis of very long-term (years) recordings has revealed, from the statistical 

distributions of inter-seizure intervals, a non-random occurrence of seizures (33). Instead of 

predicting a likelihood of incoming seizure, seizure counts forecasting (an approach often 

neglected in the seizure prediction literature) aim at predicting the number of seizures on a 

future period (34–36). Using very long-term (years) data from patient-reported seizures diaries 

or from very long intracranial recordings, different studies have developed forecasting 

algorithms to predict seizure counts, or to estimate changes in underlying seizure risks (34–37). 

Interestingly, these methods allow the incorporation of external factors such as clinical 

variables, sleep quality, or even weather information to provide a forecast that can be robust to 

the natural variations of the seizures’ frequency (38,39). 

 

e. Wearable devices for ambulatory forecasting?  

The challenge for the future will be to develop a suitable and acceptable device for long-term 

and prospective collection of data and real-time analysis. Several smartphone seizure diaries 

are available for self-declaration of seizures and collection of prodromal symptoms. Wearable 

sensors such as smartwatches, smart bands, smart rings, or even stick-on patches can collect 

physiological information about sleep quality and quantity, heart rate (and HRV), electrodermal 

activity, accelerometry, etc. A longitudinal study collected sleep features from a smartwatch 

(Fitbit, Fitbit Inc., USA) for about 17 months and highlighted that variations in sleep onset and 

offset times were at higher risk of seizure the following day than changes in sleep duration (40). 

Analysis of longitudinal heart rate smartwatch-based recordings (Fitbit) found multiday cycles 

that were phase-locked with seizures’ occurrence (41).  

Forecast performances from different combined clinical metrics (sleep, heart rate, and step 

count from Fitbit) in a small sample of patients (N=11) reached a mean AUC of 0.74 for hourly 

probabilities and 0.66 for daily ones (42). Two other studies used the E4 wristband (Empatica, 

Empatica Inc., USA) for long-term recording of accelerometry, blood volume pulse, 
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electrodermal activity, and temperature (43,44). Authors reported a mean AUC of 0.8 over 6 

patients and better-than-chance forecasting in 30 of 69 patients (44%), respectively. 

 

2.2 Imaging approaches 

 

Continuous measurement of surface cerebral blood flow (CBF) by subdural sensors revealed a 

CBF increase in the epileptogenic zone 20 minutes prior to the electrocorticographic (ECoG) 

seizure onset, while CBF in nonepileptogenic cortex decreased 2 minutes before (45). Other 

studies also found a preictal increase in regional CBF (rCBF) on single photon emission 

computed tomography (SPECT) and in cerebral oxygen availability on near-infrared 

spectroscopy (NIRS), respectively 11-12 min and 1.5-13 h prior to the EEG seizure onset 

(46,47).  

Preictal changes on functional MRI (fMRI) were investigated later, in particular using the 

blood-oxygen-level dependent (BOLD) signal as a marker of rCBF. Although an increased 

BOLD fMRI signal was observed tens of seconds to several minutes before the clinical or EEG 

seizure onset – up to 20 minutes –,an associated decrease signal has been also reported (48–

50). 

It is important to underline that no intracranial EEG was performed during these CBF or fMRI 

acquisitions. A seizure starting from deep brain areas that would not be recorded by scalp or 

cortical electrodes remains possible, and changes during the so-called preictal period could be 

in relation to an occult ictal activity. In a study with concomitant intracerebral EEG and fMRI 

data in a single patient, no preictal significant BOLD changes were observed (51). The preictal 

period was, however, too short – 30 seconds – prior to the seizure onset. 

Although interesting for pathophysiological considerations, in particular the preictal 

excitation/inhibition balance, fMRI-based seizure prediction approaches are not suitable for a 

clinical application.  
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2.3 EEG analysis 

 

a. Standard EEG analysis 

Interictal EEG patterns often displays a physiological background activity punctuated by 

transient pathophysiological events, including high-frequency oscillations (HFOs), interictal 

epileptiform discharges (IEDs), and slow wave activities (SWAs), which occur more frequently 

than seizures. Although such events are not associated with any clinical manifestation, they 

might reflect the cortical excitability and synchronizability (52,53). Changes in their 

spatiotemporal dynamic could set a condition that preludes the onset of seizures. Indeed, HFOs 

(100-500 Hz) have been shown to be involved in seizure initiation, in the immediate periods 

prior to ictal discharges (1-5 min) (54–57). Some studies, however, raised doubts about the 

suitability of the HFOs to identify preictal periods with increased likelihood of seizures (53,58). 

Early studies considered that the spatiotemporal organization of IEDs played a role in the 

genesis of ictal discharges and were specifically related (59–62). Nevertheless, additional 

studies with larger datasets found no systematic changes in IEDs prior to seizures (52,63–65). 

Similarly, very slow oscillations and baseline shifts have been observed prior to seizure onset 

but limited available evidence is insufficient to suggest a slow modulation of excitability, or 

any other role in ictogenesis (66–68). 

 

Cycles of IEDs 

Previous studies on interictal EEG patterns mainly focused on temporal changes during periods 

close to seizures. Nevertheless, recent findings suggested that the dynamics of IEDs could be 

organized over circadian, multidien and circannual timescales. Indeed, seizure forecasting 

algorithms that considered these underlying cycles of IEDs over very ultra-long-term EEG 

recordings (years) from chronic implantable devices such as NeuroVista or RNS system 

(NeuroPace) have revealed cyclical epochs of increased likelihood of seizures (32,69,70). 

 

Physiological EEG patterns prior to seizures 

We know sleep and epilepsy have strong mutual influence, notably the occurrence of IEDs and 

seizures in particular sleep stages (71). Interestingly, dynamical changes in sleep spindles – 
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namely, a significant reduction – were found before seizure onset, which could be related to a 

disruption of the cortico-thalamic networks prior to the ictal discharge (72,73) 

 

b. Signal analysis of EEG 

 Current EEG-based seizure prediction systems generally consist of continuous acquisition of 

intracerebral or scalp EEG, followed by i) a preprocessing of signals for artifacts removal, ii) 

extraction and selection of more informative features, iii) classification for discriminating 

between interictal and preictal states, iv) a postprocessing for reducing false positives and, 

finally a step of v) performances evaluation. 

 

Preprocessing of the EEG 

The preprocessing step aims at removing or attenuating environmental or physiological EEG 

artifacts (muscle contractions, chewing or swallowing, eye movements or blinks, etc.) using 

multiple techniques to increase the signal to noise ratio, such as band-pass, notch and adaptive 

filters, wavelets or data-driven decompositions (74). Although preprocessing procedures 

(smoothing, normalization, and outliers preprocessing) are necessary step for cleaning EEG 

segments, they may also impact the performances of seizure prediction algorithms (75).  

Another important issue, which is often overlooked in the seizure prediction literature, is the 

volume conduction effect and the impact of bipolar or referential montages on the extracted 

measures (76–78). Referencing the original EEG data to artificial references or using spatial 

filters (e.g., the Laplacian) has been proposed to reduce these potential biases (79).  Specific 

statistical methods (e.g., imaginary coherence, phase-lag index) can be also applied to 

simultaneously extract EEG features (connectivity parameters) and reduce the impact of 

volume conduction. 

In seizure prediction algorithms, EEG recordings are generally segmented into small windows 

where meaningful features are extracted from. The typical duration of such segments ranges 

from 5 to 60 s sliding windows, with or without overlap (80–83). Whereas some studies 

suggested longer segments (>120 s) may provide a better characterization of brain signals (84), 

there is no evidence of an optimal duration for EEG segments in seizure prediction. Therefore, 

choice of the window length must reflect a tradeoff between stationarity assumptions and the 

ability to capture informative features, which strongly depends on the feature of interest. For 
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instance, features estimated from slow oscillations require longer data segments than standard 

first-order EEG statistical moments (mean, variance, etc.). 

 

Features extraction 

Features extraction is the step where the most discriminant – and probably non-redundant – 

information, is extracted from EEG signals. Features are based on univariate measures from 

every single channel, or multivariate when the information is extracted from a combination of 

multiple channels.  While linear measures characterize basic statistical properties of EEG 

segments (in time or spectral domain), several non-linear measures, mainly derived from the 

theory of dynamical systems, have been proposed to characterize high-order properties of 

univariate or multi-channel signals (85,86). 

 

Linear univariate features. Linear features commonly include statistical moments in time 

(mean, variance, skewness, kurtosis, characteristics of the autocorrelation function, etc.) or 

spectral (spectral centroid, spectral skewness, absolute or relative power in the standard EEG 

frequency bands, etc.) domain. In several seizure prediction studies, EEG signals are modeled 

as the output of a linear autoregressive (AR), moving average (MA) or an ARMA filter, such 

that the model parameters (order of the filter, the coefficients, prediction error, etc.) serve as 

features for pre-ictal identification (87). Similarly, parameters obtained from filtering EEG 

signals with wavelet or other linear time-frequency decompositions (continuous, discrete 

wavelet, or wavelet packets filter-banks) have been used as features in seizure prediction 

(80,82,83). Other nonlinear data-driven decompositions (e.g., the Empirical Mode 

Decomposition and its different extensions, or the Singular Spectrum Analysis) are often used 

to decompose EEG signals into a finite number of oscillations, or modes, from which features 

can be extracted (82,83). Early studies in seizure prediction have been assessed the predictive 

performances of such parameters in both time and frequency domain. The main advantage of 

linear features is related to their algorithmic simplicity and easy implementation in a quasi-real-

time set-up, which could be of interest for a continuous real-time monitoring.   
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Nonlinear univariate features. The evidence suggests that neural signals, at different time and 

spatial scales, can be considered as the output of stochastic nonlinear oscillators (88). Moving 

average measures of both linear energy (variance) as well as nonlinear energy (a parameter 

proportional to both signal amplitude and frequency) were among the first nonlinear – but still 

computationally efficient and simple to calculate – features extracted from EEG to discriminate 

the preictal state (89). Most of the nonlinear features used in seizure prediction are derived from 

the dynamical system theory, in which EEG is considered as an observed variable of a 

dynamical system. Some mathematical tools allow to reconstruct, from a single scalar 

observation, the underlying states of the system in every time (85,86). Within this framework, 

the sequence of consecutive states over the time defines a curve in the phase space, which is 

called state space trajectory. In some pioneering studies, different parameters characterizing 

such reconstructed trajectory were used as EEG features to detect a significant change prior to 

seizures. Trajectory’s parameters such as correlation dimension (and its multiple derivatives), 

correlation-related entropies, local flow measures, marginal predictability, and Lyapunov 

exponents are some of the nonlinear measures of EEG complexity and stability (85,86). The 

regularity of the reconstructed trajectories was also characterized through the Recurrence 

Quantification Analysis, which provided different parameters related to the complexity and 

nonlinearity of the observed EEG data (90). To quantify the statistical deviation at a given time 

of the observed EEG trajectory from the reconstructed one during a reference interictal period, 

some authors proposed a state space dissimilarity measure (91–93). In contrast with linear 

approaches, some of these nonlinear tools yield a better characterization of the irregular and 

complex fluctuations observed in epileptic EEG signals. Nevertheless, most of methods derived 

from the chaos theory require a large amount of data to provide robust and unbiased estimators, 

and they are extremely sensitive to artefacts and nonstationary trends. Further, clear preictal 

trends on such nonlinear features were found to strongly depend on the electrodes position, type 

of seizures, etc. (94,95). 

The entropy of a system is defined as the rate of information loss about its dynamics. It reflects 

the level of uncertainty about any future state, and therefore relates to predictability. Measures 

from reconstructed trajectories in the phase space (Kolmogorov entropy, approximative entropy 

and its modification, the sample entropy), but also from the amplitudes’ distribution of time 

series were commonly used as estimators of their irregular behavior in seizure prediction 

literature. Indeed, different families of entropies can be used to characterize the degree of 

disorder (or regularity) from univariate EEG time series (96). Such measures include the 
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classical Shannon entropy and its generalizations, the Renyi’s and Tsalli’s entropy. Seizure 

prediction methods have also employed multiscale entropies to characterize the complexity of 

EEG signals at increasingly coarser time resolutions (97). Similarly, wavelet (spectral) 

entropies are often used as estimators of regularity/disorder of EEG signals at different scales 

or frequency bands.   

Fluctuations of brain oscillations control the timing of neuronal firing by modulating neural 

excitability. In last years, this interaction or rhythms modulation has been characterized by 

different measures of cross-frequency coupling (CFC) that basically estimate statistical 

relationships between the amplitude, phase, and frequency of two oscillations from different 

frequency bands (generally fast activities coupled to slower oscillations) in one or two EEG 

signals (98). Such features, that include phase-phase coupling (PPC), phase-frequency coupling 

(PFC), phase-amplitude coupling (PAC), and amplitude-amplitude coupling (AAC), have been 

shown to display a good discriminant power between signals from interictal, preictal and ictal 

periods (99). Other measures such as Higher Order Spectra, also known as polyspectra or 

spectral representations of third and higher order correlations or moments, have also been used 

to identify preictal periods by quantifying the phase coupling between different rhythms (100). 

Despite their capacity to characterize complex rhythms interactions, some of these methods 

suffer from strong statistical biases that depend on the spectral properties of the studied signal, 

which renders difficult a straightforward comparison of EEG segments with different spectral 

dynamics (101,102). 

Other nonlinear features currently used in seizure prediction are based on the theory of symbolic 

dynamics. Here, EEG time series are transformed into a sequence of symbols by partitioning 

the range of signal amplitudes and assigning a symbol to each interval binning, or by mapping 

their values to a discrete symbol (ordinal pattern) that encodes how consecutive samples relate 

to one another in terms of position and value. Ordinal patterns representation is a nonparametric 

method that been shown to be a more accurate representation to study the complexity of EEG 

series. The permutation entropy, computed from the number of ordinal patterns distribution, 

and its different extensions and variants (weighted, multiscale, amplitude-aware, etc.) have 

been shown a great potential in seizure prediction algorithms (103,104)]. Compared with other 

nonlinear methods, ordinal patterns representation has the advantage of being fully data-driven, 

sensitive to several nonlinearities, and robust to short and noisy segments (105,106).   
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Despite the abundant literature, there is not a clear and definite advantage on the use of 

nonlinear features over linear ones. A major drawback of nonlinear EEG features is their high 

level of abstraction, without a clear or intuitive clinical or physiological insight about the 

mechanisms leading to seizures. 

 

Multivariate (connectivity) features. Large evidence supports the hypothesis of an epileptic 

network with functional interactions over large brain regions, beyond the epileptogenic 

network, that can play a role in the generation and early propagation of seizures (107). In past 

studies, EEG connectivity has been used as a potential tracker of the interictal to ictal transition 

(108). In the last decades, many methods have been proposed to measure brain connectivity 

(i.e., measuring the statistical similarity between two or more EEG signals) based on different 

principles ranging from signal processing to parametric modelling and information theory 

(109). In the case of bivariate measures, methods fall into two broad categories: those measuring 

symmetric mutual interaction and those measuring asymmetric information propagation 

(generally associated to concepts such as causality). Within these two categories, further 

classifications can be made according to their ability to measure linear or nonlinear 

relationships, to consider bivariate or multivariate effects, and to apply in the time or frequency 

domain. Multivariate EEG connectivity methods try often to avoid the emergence of spurious 

connectivity between two signals that is due to the presence of other signals interacting with 

them (e.g., produced by the volume conduction effect). These methods are generally based on 

the computation of joint conditional probabilities (e.g., partial correlation) or on the estimation 

of many parameters (e.g., multivariate AR models) from the entire set of signals. 

Among the linear multivariate features commonly used in seizure prediction, one can mention 

the linear correlation function or the spectral coherence (estimated by parametric models or by 

the nonparametric Fourier transform) and its recent extensions such as the imaginary coherence, 

developed to mitigate the volume conduction effect (110,111). 

Most of the nonlinear multivariate measures studied in seizure prediction are also derived from 

the dynamical systems theory. Like joint entropies, mutual information and nonlinear 

regressions, nonlinear interdependence measures can quantify the similarity between 

reconstructed trajectories of two EEG channels in a phase state. Using nonlinear connectivity 

features, past studies have characterized the interictal to ictal transition by coupling values, 

significantly different from those observed during the interictal period (112). Phase 
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synchronization is the process by which two or more signals tend to oscillate with a repeating 

sequence of relative phase angles, independently of their amplitudes. This connectivity measure 

has been shown to be a useful measure to quantify temporal changes in functional interactions 

between multichannel neural signals prior to seizures (113,114). Different versions of the 

original phase synchrony value (imaginary part of phase-locking value, phase-lag index and 

weighted phase-lag index) have been applied to identify and characterize the preictal state.  

 

 

c. Preictal state detection 

In early works, the oncoming preictal transition was commonly detected by thresholding the 

temporal profile of the estimated EEG feature (linear, nonlinear, etc.). Preictal transition was 

often detected by comparing the probability distributions of a current EEG segment’s features 

and a reference epoch or over successive intervals. Examples of these change point detection 

methods include the already mentioned dynamical similarity (a non-parametric measure of 

change dynamics relative to a constant reference EEG epoch, generally far from seizures) 

(91,93),  the cumulative sum or CUSUM algorithm (based on a cumulative sum of deviations 

from a reference or baseline EEG epoch over the temporal profile of a given feature) (115), and 

hidden Markov models that can identify epochs of increased preictal transition probability 

(116). All these methods work well in low dimensional spaces, or for the identification of a 

single change point. Nevertheless, they are unable to correctly detect multiple change points, 

or change transitions in high dimensional datasets (117,118). 

 

Machine learning models 

In the last decade, significant advances have been made regarding automated seizure prediction 

algorithms.  In contrast with traditional inferential statistics, machine learning (ML) techniques 

build a prediction model to identify the preictal states, driven by the data structure of the EEG 

features. Supervised models learn a function that maps an input (EEG features) to an output, by 

using labeled data (interictal and preictal epochs), whereas unsupervised models learn a pattern 

recognition from unlabeled datasets. The construction of a seizure prediction model typically 

involves the steps of i) training (the model parameters are estimated from a subset of learning 

dataset), ii) validation (trained models are evaluated in a validation dataset and hyperparameters 
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are tuned), and iii) testing (the final model is tested in a separate dataset to assess the prediction 

performances). Model’s parameters are generally optimized by a cross-validation procedure. 

This resampling procedure (cross-validation) uses different portions of the data to test and train 

a model on independent iterations or folds. As the training/testing, the aim of cross-validation 

is to test the model's ability to predict new data that was not used in estimating it. It is worthy 

of notice that cross-validation, as the train/test procedure, is a safe procedure against overfitting 

or selection bias, especially on limited datasets, as it assumes data are independent and 

identically distributed (119). Nevertheless, in seizure prediction studies, simple random 

splitting in cross-validation must be carefully applied, as the feature vectors of adjacent 

segments on time are highly dependent, which results in unrealistic optimistic performances 

(82,120).   

Among the most popular ML models employed in seizure prediction we can mention (80): i) 

the Linear Discriminant Analysis, which finds a linear combination of features that 

characterizes or separates the preictal and interictal epochs; ii) Support Vector Machines that 

map input data into a n-dimensional feature space where an hyperplane separating the two 

classes with maximum marginal distance can be identified; iii) Logistic Regression that 

performs a linear binary classification representing the occurrence or non-occurrence of a class; 

iv) K-nearest neighbors classifier, which integrates the labels from the K nearest neighbors of 

a sample for deciding its final classification; v) Bayes classifier that learns the model by 

combining the prior probabilities and classes’ likelihood. 

 

Deep learning models  

In recent years, the ability of deep learning (DL) algorithms to automatically extract 

representative features from EEG signals, without (or with minimal) pre-processing and manual 

intervention in the data, is opening new opportunities in seizure prediction (81,82,121). Most 

of the DL models automatically learn through representations from multiple layers of 

transformed data. Such layers are artificial neurons that apply linear transformations to the input 

data. To make the DL model learn complex patterns, specific nonlinear layers (activation 

functions) are added in between. Networks are trained by updating and adjusting neurons’ 

weights (and biases) using different optimization techniques. DL models used in seizure 

prediction include many variants, but they can be classified in two groups: i) supervised models 

that include the traditional Neural Networks or perceptron, Convolutional Neural Networks 
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(CNNs), and Recurrent Neural Networks (RNNs); and ii) unsupervised learning models that 

can learn from unlabeled data, among which the most popular are the Self-Organizing Maps, 

Boltzmann Machines and AutoEncoders. In contrast with the traditional ML techniques that 

require EEG parameters obtained by traditional signal processing algorithms, the characteristics 

automatically extracted by these new DL methods seem to be more discriminant and robust. 

Nevertheless, such models require many parameters to be learned and therefore a large amount 

of data. Despite their high discriminating power, there is not a benchmark to compare the 

multiple architectures, loss (to compare the observed and predicted output), activation and 

optimization functions on the performances of seizure prediction algorithms.  

 

 

3. Pathophysiological hypotheses for the preictal state 

 

3.1 Theoretical preictal dynamics   

 

The transition from an interictal state to the seizure can be represented by 3 different dynamical 

changes already formulated – but still relevant – by Lopes Da Silva et al. (88).   

A progressive deformation. The ideal situation would be a gradual transition over time, with a 

progressive recruitment of neurons from the epileptogenic network that will unbalance a steady 

(interictal) state and ultimately result in seizure. This conception could allow the identification 

of preictal modifications prior to the seizure onset. 

An abrupt bifurcation. In contrast to a smooth change prior to seizures, a sudden and 

unpredictable transition toward seizure can be also envisaged. Such a conception – without any 

preictal state – would exclude any seizure prediction strategy.   

A mixed conception. Finally, a dual model, in which physiological dynamics – such as changes 

in vigilance state – would pave the way for an abrupt transition towards seizure, is also possible. 
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3.2 Computational approaches 

 

Neural computational models have helped to elucidate some underlying mechanisms of EEG 

observed in different physiological or pathological states. Early works on seizure prediction 

considered the brain as a dynamical system that may exhibit a critical transition prior to a 

seizure (88,122). Such transitions can be modeled at the level of single neurons, networks of 

neurons, and large populations of neurons. In contrast with bifurcations of neural activities 

simulated by detailed cellular models (123), some studies have revealed a key role of 

connectivity between excitatory and inhibitory cell populations on the building up of seizures 

(124,125). Rather than describing the dynamics of individual (or coupled) neurons, mesoscopic 

models use a mean field approximation of a macroscopic variable to describe the evolution 

from interictal to ictal dynamics (126). Different mesoscopic neural models have thus been 

developed to simulate transitions to the preictal state (127–129). 

Some seizure prediction methods are based on more realistic computational EEG models, 

whose parameters are directly estimated from the ongoing EEG data (130). Despite the 

complexity of EEG model fitting procedures, the spatio-temporal changes in the estimated 

parameters revealed patient-specific preictal signatures that could be used for seizure prediction 

(131). Although such model-based approaches have provided useful insights into the preictal 

transition, the parameters estimation methods assume some conditions about the neural 

substrate that cannot be easily verified (e.g., excitatory/inhibitory ratio, type of coupling 

between neural populations, etc.). A theoretical integration of experimental data from multiple 

scales (both electrophysiological and anatomical) is therefore necessary to develop 

parsimonious models of large cortical populations, or neural assemblies, as those recorded by 

multivariate EEG signals. 

Recently, a deep learning technique has been proposed to generate replicas of the observed EEG 

segments. Originally proposed to overcome the problem of data imbalance in seizure prediction 

studies, some authors propose the use of Generative Adversarial Networks to synthetize 

realistic EEG samples (132). This data augmentation technique could be an alternative 

generative model to improve the parameter fitting in classical neural modeling. 
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3.3 In vitro study from human epileptic tissues and animal models 

 

The cellular and molecular mechanisms of the ictogenesis can be approached in vitro, notably 

from human post-operative epileptic tissues. Interictal epileptiform discharges (IEDs) have 

been spontaneously recorded in the subiculum of hippocampal sclerosis (133). In addition, 

seizures can be induced by increasing the excitability of neurons, rising the potassium 

concentration and lowering the magnesium. Such modifications of the extracellular medium 

resulted in the repetitive occurrence of ictal discharges, preceded by a change in the shape of 

the IEDs – termed preictal discharges (134). The use of different pharmacological blockers 

allowed to demonstrate that IEDs were mediated by GABAergic transmission, whereas the 

preictal discharges were, in addition, mediated by glutamatergic transmission.  

Ictogenesis processes may, in part, be related to the underlying neuropathological lesion. 

Depending on the connection of the pathological neurons with the surrounding brain tissue, the 

seizures of some lesions may be associated with a preictal transition, whereas other lesions may 

not. The focal cortical dysplasia (FCD) are lesions characterized by specific dysplastic neurons, 

with a typical EEG signature: periodic IEDs, that interrupt at the beginning of a seizure. 

Interestingly, preictal discharges were recorded from some FCD tissues, in vitro (135). Altered 

chloride cotransporters expression and dysfunction of GABA signaling were associated with 

IEDs, as there were in hippocampal sclerosis. Nevertheless, the mechanisms of the transition 

from IEDs to the preictal discharges have not been elicited yet. 

Ictogenesis processes may also be related to the anatomical microstructures of the cortex. 

Pathophysiology of the preictal transition was mostly studied in vitro from human hippocampal 

structures, an archicortex that presents specific networks and neuronal subtypes. In the 

neocortex, the microcircuitries are different, often organized in columns, and there are several 

types of interneurons. In vitro studies from the human epileptic neocortex are rare, and seizures 

cannot be easily recorded, unless they were provoked by GABAA blockers (136), which 

strongly limits the generability of the findings. 

The limits of the in vitro studies on human tissues to study the preictal transition are related to 

the difficulty to record spontaneous seizures, which can be due to an “anatomical” 

disconnection of the tissue from all different afferences, and a “functional” disconnection of 

the tissue from the physiological influences, such as wake and sleep states and stress.  
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The transition from interictal to the seizure can also be studied in animal models of epilepsy. 

Nevertheless, the generability of their findings is limited, because the identified pathological 

mechanisms are closely related to the triggering factor used in the model. In a model of high 

potassium-increased excitability, for instance, the molecular mechanisms at the origin of IEDs 

and seizures were shown to be independent, because the blockage of most neurotransmitters 

inhibited IEDs, but not the seizures (137). Similarly, in a model of high potassium and low 

magnesium perfusion, blockade of GABAA receptors shortened the preictal phase, abolished 

the IEDs, and attenuated the slow preictal depolarization, with no effect on the ictal duration, 

whereas seizures were blocked by glutamate receptor blockade (138). In a 4-aminopyridine-

related in vitro model, IEDs originating in the CA3 region propagate to the entorhinal cortex 

and were shown to limit the occurrence of ictal discharges (139), suggesting that the IEDs may 

play in some instances a protective role, avoiding that idle neurons within the epileptogenic 

zone may recruit themselves and initiate a seizure. 

In an in vivo pilocarpine model, using tetrodes, putative interneurons were shown to be 

progressively recruited (increased synchrony, increased firing rate) before the onset of the 

seizures, whereas putative pyramidal cells were recruited later (140) 

Finally, all these findings obtained from human epileptic tissues and animal model of epilepsies 

strongly suggest the existence of some preictal changes, preceding the seizures with a delay of 

several seconds or minutes. The nature of these preictal changes seems highly variable, pointing 

out the possible molecular and cellular diversity of the “routes to the seizure”, but also 

emphasizing the subtility of the cascade of events before the seizures, that cannot be reduced to 

a simple default in the balance between excitation and inhibition.  
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4. Challenges for next-generation prediction models 

 

4.1 Clinical issues 

Invasive versus noninvasive techniques 

Intracranial EEG is often considered as the gold standard method for seizure prediction model, 

as it provides a direct access to the spatio-temporal dynamics of the epileptogenic network. In 

addition to the anatomical proximity, intracranial EEG signals are also less sensitive to external 

artifacts (e.g., muscle interferences), less influenced by reference electrode issues and volume 

conduction effects and offer a frequency range larger than scalp EEG. Noninvasive mobile 

home-based EEG or minimally invasive subscalp EEG are, however, an interesting alternative 

to develop ambulatory prediction model (141,142). 

Chronic implantable devices (as those proposed by NeuroPace or NeuroVista) have been a 

revolution in terms of recording duration – years, which allowed identifying cycling variations 

– and remain very promising for future therapeutic strategies. Indeed, those systems integrate a 

closed-loop brain stimulation that can be triggered by the detection of ictal discharges. Although 

the RNS system (NeuroPace) can monitor EEG over ultra-long-term period, data cannot be 

stored (143). We could imagine the identification of patient-specific preictal patterns, through 

the retrospective analysis of continuous EEG data, which may result in an alert/trigger before 

the occurrence of ictal discharges.  

 

Fusion of multimodal information 

Recordings of long-term extracerebral information such as sleep quantity and quality, heart rate, 

blood volume pulse, accelerometry, temperature, electrodermal activity, etc. using wearable 

sensors, are a noninvasive alternative strategy. Although further studies are required to assess 

their relevance in seizure prediction, combining information from multimodal signals, in 

association for instance with prodromal symptoms evaluation, could improve their 

performances. 
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Impact of forecasts on patients 

The impact of daily seizure forecasts delivered to the patient is a critical question. Unlike 

deterministic predictions – where the output would be binary and thus easily understandable – 

the probability of seizure is, by definition, uncertain. While a probabilistic approach seems 

much more appropriate considering the complex dynamics in epilepsy, the interpretation of 

results raises questions. Indeed, as the risk varies from 0% to 100%, how can intermediate 

results be interpreted? What is the probability threshold that could indicate a consequent risk 

and therefore suggest some kind of intervention? One solution might be a mixed approach: a 

probabilistic prediction to evaluate the risk of seizure, and a deterministic decision for 

therapeutic action (fast-acting antiepileptic drugs, neurostimulation, etc.).     

 

4.2 Methodological standards 

 

Imbalanced dataset 

One of the main statistical issues in seizure prediction algorithms is the imbalance between the 

number of preictal and interictal data. Most of statistical prediction models tend to be more 

accurate over the class with the greater number of training samples. Different resampling 

methods are available (subsampling the interictal samples, or oversampling preictal samples) 

to alleviate this bias by rebalancing samples of the two classes (144). Some cost-sensitive 

learning methods may also handle this imbalance issue by assigning higher weights to the 

minority class samples to modify their preference for the majority class (78,145).  

 

Data leakage in cross-validation 

It is a common mistake in seizure prediction to apply the standard cross-validation to the entire 

time series of features, as they might present temporal correlations over consecutive segments 

(EEG or any other physiological signal). A random splitting of train and validation datasets 

generally produces a data leakage, which results in a false high prediction accuracy (82,120). 

An out-of-time condition in the cross-validation procedure should prevents this data leakage 

and provides a better and unbiased estimate of the prediction model’s performance. Although 

validation in distant EEG segments seem to be a robust and unbiased approach, the effect of 
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cycles recently described in epilepsy should be considered (146). Unfortunately, very-long-

term EEG recordings required to assess the statistical influence of such confounds on seizure 

prediction algorithms are, to date, non-available to the scientific community. 

 

In-sample versus out-of-sample optimization 

Currently, most of machine learning algorithms use, in a retrospective approach, the entire 

available dataset to learn and test the prediction models. This in-sample optimization typically 

results in overestimation of performances, which are generally not reproduced when tested on 

new data (from new patients or new recordings) for which the learned parameters of the model 

may no longer be optimal. For any seizure prediction algorithm, the assessment of forecasting 

performances on a prospective (out-of-sample) or quasi-prospective setup is necessary to 

evaluate its clinical efficiency (147). 

 

How to interpret false positives? 

The detection of false positives should be interpreted according to the underlying 

methodological strategy: a deterministic (seizure or not) false positive and the probabilistic risk 

of seizure do not have the same clinical impact (148). Let’s consider a proictal state, i.e., a 

condition which is particularly at risk of upcoming seizures but whose onset could be stopped 

by the activation of homeostatic mechanisms. Significant differences from an interictal baseline 

could be noticed without the inexorable occurrence of a seizure. Such a design would have a 

major influence on the significance of false positives, which could be the transcription of a 

proictal state that would not necessarily evolve into a preictal state.   

Two radically different prediction algorithms based on intracerebral EEG found a strong 

coherence considering correct but also false predictions (149). This concordance of false-

positive results was in favor of real state modifications, but deterministic analyses prevented 

any proictal consideration. 
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What would be an ideal prediction model? 

Next-gen prediction models could include some key features to optimize the quality of their 

performances (Figure 1): 

- Noninvasive (wearable) or minimally invasive devices, to improve the tolerance, and 

thus, the patient adherence to long-term recordings;  

- Multimodal and multitimescale analysis, to capture signals with different dynamics 

and also evaluate the cycling physiological phenomena that may influence the 

occurrence of seizures;  

- Patient-specific algorithm, as evidence shows that patient-independent models 

perform worse than patient-specific models due to high individual variation across 

patients; 

- Probabilistic predictions, to reflect the concept of a proictal state in which seizure may 

– but not necessary – occur;  

- Validation in prospective and real-life conditions, as in-hospital recordings and 

analysis may provide overoptimistic performances unreachable in real-life context. 

In addition, recent progress in circuit design and low power consumption technologies provide 

a promising perspective for the development of fully embedded seizure prediction systems with 

more accurate and reliable capacities of feature extraction and machine learning algorithms. 

 

4.3 Scientific perspectives  

One strategy to better understand the dynamics of the neuronal activities preceding the seizure 

consists of following the single-unit activities from in vivo microelectrodes. Different types of 

microelectrodes (AdTech (150), Utah array (151) and DIXI (152)), coupled to spike-sorting 

methods, have shown their ability to record individual neurons in patients with epilepsy. Such 

approaches have allowed, for instance, to identify that all neurons recorded in the seizure onset 

zone were not synchronously recruited at the onset of the seizure, but showed a heterogeneous 

firing – i.e., some neurons showed an increased firing rate, whereas others exhibited a 

decrement or no change at all (153,154). 

Measures based on the shape and the duration of action potentials allow to distinguish putative 

interneurons from putative pyramidal cells. Putative interneurons were thus shown to be 

associated with specific EEG pattern, at the onset of the seizure (155). Efforts must be done to 
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perform long-term analysis of single neurons activities to research for specific neuronal 

behaviors preceding the seizures. Such approaches are challenging, because (i) it requires 

continuous recordings for days and weeks, of large amount of high-quality data; but database 

are now available (156), (ii) it requires to distinguish between physiological changes – related 

for example to sleep stages – and pathological changes – behaviors that would be recorded only 

during seizures and preictal periods, (iii) it requires new methods of data analysis, to identify 

subtle changes. Such approaches could not be easily applied in a large population of patients, 

nor for very long periods, but they may uncover neuronal behaviors, related to the preictal 

period. 

Interestingly, deep learning algorithms could distinguish with a good accuracy preictal from 

interictal multi-unit activities recorded by implanted intracortical multielectrodes in a small 

group of patients (157). 

 

 

5. Conclusion 

 

In summary, clinical, radiological and electrophysiological evidence suggest a progressive 

preictal transition towards the seizure onset, which might be under glutamatergic mediation 

according to in vitro studies. Next-generation seizure prediction models could be based on 

multimodal and multitimescale analysis from non (or minimally) invasive and wearable 

devices; and forecast a risk of seizure using a patient-specific algorithm. In vivo single-unit 

activity from microelectrodes could monitor long-term neuronal individual and interindividual 

behaviors to search a preictal signature.  
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Figure 1. Overview of different approaches to identify preictal changes 

Figure 1 legend: Clinical features (prodromal symptoms, seizure diaries, and cycles) and extracerebral 

signals (eg, ECG, electrodermal activity) can be collected using wearable devices (eg, smartphone, 

smartwatch). Invasive or mini-invasive techniques can record EEG signals over long-term periods. 

Physiological cycling variations should be also considered to evaluate the different periodicities that may 

compose long-term biological signal recordings (top graph). A risk of upcoming seizure may be estimated 

according to the signal variations during the preictal state: A-B. Specific preictal increase (perfect 

scenarios) ; C-D: unspecific preictal increase with false positives that can be interpretated as a proictal state 

or a  not specific metric at all (uncertain scenarios) ; E. Physiological variations of a metric (eg, sleep) that 

may increase the seizure risk but without specificity (physiological scenario). 
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Résultats 

 

PARTIE 1. ÉTUDE DES SYMPTOMES PRODROMAUX DURANT LA 

PERIODE PRECRITIQUE 

 

I. Classification des états inter et précritiques à l’aide d’une évaluation standardisée 

quotidienne des symptômes prodromaux 

1) Introduction 

Plusieurs études ont suggéré l’existence d’une période de transition entre un état intercritique et la 

survenue de la crise (Kuhlmann et al. 2018b). Cette période « précritique » pouvant précéder la crise 

constitue la pierre angulaire de tous les modèles de prédiction des crises. Identifier des biomarqueurs 

précritiques spécifiques demeure néanmoins un défi de taille. 

Alors que les informations issues des signaux EEG ont longtemps été plébiscitées, l’analyse des 

symptômes cliniques a plus récemment émergé. Ainsi, ont été investigués les symptômes cliniques 

précritiques, autrement nommés « prodromes » ou « symptômes prodromaux », pouvant précéder la crise 

jusqu’à plusieurs heures. Certaines études ont également mis en évidence l’intérêt d’intégrer l’auto-

prédiction – l’appréciation subjective du patient sur le risque de crise à venir – sans les modèles 

d’anticipation (Haut et al. 2007a, 2013; Privitera et al. 2019).  

Dans cette étude, nous avons étudié les performances d’un algorithme de classification 

binaire, à l’aide de l’évaluation quotidienne et scorée de plusieurs symptômes prodromaux, afin 

d’identifier un état précritique.    

2) Méthodologie 

Nous avons créé un auto-questionnaire comprenant 24 symptômes cliniques, scorés à l’aide d’une 

échelle de Likert à 4 points (Tableau 3) :  

i. un score d’auto-prédiction de crise ; 

ii. 22 symptômes prodromaux, parmi ceux les plus rapportés dans la littérature : 

iii. et une échelle d’anxiété (State-Trait Anxiety Inventory forme Y-1, Tableau 4) (Spielberger et al. 

1983). 
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Nous avons fait passer quotidiennement les questionnaires aux 29 patients hospitalisés de mars 

2019 à juin 2020 dans l’unité d’épilepsie de l’Hôpital de la Pitié-Salpêtrière (Paris, France) dans le cadre 

d’un enregistrement vidéo-EEG de scalp continu. Chaque questionnaire était ensuite classé en : 

a) précritique, si une crise électro-clinique survenait dans les 24h suivantes ; 

b) intercritique, en l’absence de crise. 

Nous avons entraîné un algorithme de classification de type machine à vecteurs de support (SVM) 

sur 70% des données afin qu’il apprenne à distinguer entre les états pré et intercritiques (Chang et Lin 

2011). Une phase de test portait ensuite sur les 30% de données restantes afin d’évaluer les performances 

de notre modèle. Une méthode de sélection automatique des variables les plus discriminantes a également 

été réalisée. 

3) Résultats 

La combinaison de l’ensemble des symptômes prodromaux, dans la population des 24 patients 

étudiés, a donné de bonnes performances de prédiction : AUC=0,72, 95% IC [0,61-0,81]. Ces résultats 

étaient significativement améliorés après sélection automatique des symptômes les plus discriminants : 

AUC=0,80, 95% IC [0,69-0,88]. Nous avons comparé notre classifieur SVM à un classifieur linéaire 

« classique » de type Fisher, dont les prédictions ont systématiquement échoué (AUC < 0,6). 

Notre approche a permis de distinguer deux états – inter et précritique – à l’aide d’un algorithme 

pouvant appréhender des distributions complexes de données, qu’elles soient linaires ou non, ce qui n’a 

pas été le cas avec une approche purement linéaire. De plus, alors que les précédentes études ne relevaient 

que la présence/absence des symptômes (variables binaires), notre stratégie de cotation en 4 points a 

permis d’optimiser le niveau de distribution des informations. 

 

Cette partie de mon travail a fait l’objet d’un dépôt de brevet européen (No. 20306548.7) le 11 

décembre 2020 et international (No. PCT/EP2021/085146) le 10 décembre 2021 : « A computer-

implemented model for predicting occurrence of a seizure and training method thereof ». 
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Tableau 3 : Échelle d’Anxiété – État de Spielberger (STAI forme Y1) 

 

 

 

 

 Pas du tout Un peu Modérément Beaucoup 

1. Je me sens calme     

2. Je me sens en sécurité     

3. Je suis tendu(e)     

4. Je me sens surmené(e)     

5. Je me sens à l’aise     

6. Je suis contrarié(e)     

7. L’idée de malheurs éventuels me 
tracasse en ce moment 

    

8. Je me sens satisfait(e)     

9. Je me sens effrayé(e)     

10. Je suis confortable     

11. Je me sens confiant(e), sûr(e) de moi     

12. Je me sens nerveux(se)     

13. Je suis agité(e)     

14. Je me sens indécis(e)     

15. Je suis détendu(e)     

16. Je me sens content(e)     

17. Je suis inquiet(ète)     

18. Je me sens confus(e)     

19. Je sens que j’ai les nerfs solides     

20. Je me sens bien     
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Tableau 4 : Échelle des prodromes épileptiques 

 

 

 

 Pas du tout Un peu Modérément Beaucoup 

1. Je sens que je suis à risque de faire une crise 
d’épilepsie aujourd’hui 

    

Cognitif     

2. J’ai des difficultés à me concentrer     

3. j’ai des difficultés à comprendre      

4. J’ai des difficultés à parler     

5. J’ai des difficultés à lire     

6. J’ai des difficultés à écrire     

Sensoriel     

7. Ma vue est floue, trouble     

8. Je suis gêné(e) par la lumière     

9. Je suis gêné(e) par le bruit      

10. J’ai des acouphènes, un bourdonnement dans 
les oreilles 

    

11. Mon audition est modifiée (hypersensible ou 
affaiblie) 

    

Émotionnel     

12. Je suis de mauvaise humeur     

13. Je suis à fleur de peau, irritable     

Physique     

14. Je me sens maladroit(e)     

15. J’ai des tremblements     

16. J’ai une envie pressante d’aller aux toilettes     

17. J’ai la tête qui tourne, j’ai des vertiges     

18. J’ai des nausées     

19. J’ai mal à la tête     

20. Je suis assoiffé(e)     

21. J’ai très faim     

22. Je me sens bizarre, drôle     

23. Je me sens fatigué(e), faible, ou sans énergie     
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4) Article 1 : Preictal state detection using prodromal symptoms: a machine learning 

approach 
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II. Identification des périodes précritiques à l’aide de méthodes de détection 

d’anomalies appliquées aux symptômes prodromaux 

1) Introduction 

La période précritique peut être appréhendée comme un état divergeant d’un état basal 

physiologique, intercritique. Cette conception ouvre la possibilité à de nouvelles méthodes de classification 

que sont les algorithmes de « détection d’anomalies ».  

Cette approche est particulièrement intéressante dans le domaine de la prédiction des crises. Le 

nombre de crises d’épilepsie étant parfois limité, les observations précritiques peuvent devenir nettement 

minoritaires par rapport aux données intercritiques. Or, les algorithmes de classification binaires 

nécessitent un apprentissage – avec une quantité de données suffisantes – sur les deux classes (inter et 

précritique). Les méthodes de détection d’anomalies ne requièrent cependant les données que d’une seule 

classe – dans notre cas, les observations intercritiques – afin d’entraîner l’algorithme (Tax et Duin 1999; 

Schölkopf et al. 2001; Khan et Madden 2014). 

Dans cette étude, nous avons : i) considéré les périodes précritiques comme des « anomalies » 

et ii) évalué plusieurs méthodes de détection d’anomalies afin d’identifier les périodes précritiques.  

2) Méthodologie 

Nous avons utilisé la base de données décrites dans l’article 1 (Cousyn et al. 2021).  

Les algorithmes de détection d’anomalies ont été entrainés sur 80% des observations intercritiques 

et testés sur les 20% restants des données intercritiques et l’ensemble de celles précritiques. Nous avons 

évalué les performances de prédiction de 4 méthodes différentes : 

a) Distance de Mahalanobis ; 

b) Nearest Neigbor Data Description (NNDD) ; 

c) Support Vector Data Description (SVDD) ; 

d) SVM à une classe. 

3) Résultats 

Tous les modèles ont montré des performances de prédiction pauvres (AUC ≤ 0,6) lorsque que 

l’ensemble des 24 symptômes était utilisé. Nous avons cependant constaté une amélioration significative 

après sélection automatique des variables les plus discriminantes. Les meilleures performances de 

prédiction ont été obtenues avec le modèle SVM à une classe (Figure 17), atteignant un AUC de 0,71, 
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95% IC [0,63-0,79] (Figure 18). Néanmoins, les performances des autres algorithmes restaient similaires, 

et les vitesses de calcul parfois plus rapides : le NNDD avait un temps CPU 3 à 5 fois plus court et un 

AUC de 0,68, 95% IC [0,61-0,76]. 

Cette approche a permis de montrer que les symptômes prodromaux divergents sont associés aux 

périodes précritiques. Les méthodes de détection d’anomalies sont une alternative intéressante lorsque le 

nombre de crises est limité, ne permettant pas d’entraîner efficacement un classifieur binaire.  

 

 

 

 

 

 

 

 

 

 

Figure 17 : Comparaison des AUC entre les différentes méthodes de détection d’anomalies 
all : ensemble des 24 symptômes ; opt : sélection automatique des variables les plus discriminantes 

 

 

 

 

 

 

 

 

 

 

Figure 18 : Performances du modèle SVM à une classe 
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Article 2 : Outliers in clinical symptoms as preictal biomarkers  
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III. Évaluation prospective en condition de vie réelle : application mobile Epiday et 

étude clinique future 

1) Introduction 

Les résultats de nos deux premières études, renforcés par le dépôt européen et international d’un 

brevet, nous ont incités à proposer une évaluation des symptômes prodromaux en condition de vie réelle. 

En effet, l’identification de jours à risque de crise semble envisageable à l’aide d’auto-questionnaires 

analysés par des algorithmes d’apprentissage automatique, mais les données de nos deux études ont été 

acquises chez des patients hospitalisés et enregistrés en vidéo-EEG continu.  

Nous avons ainsi sollicité l’équipe de développement du département informatique de l’Institut du 

Cerveau (Clément Rousseau, Séverine Candelier, Mathilde Lannes et Arnaud Couchet), afin de créer une 

application mobile « Epiday », à destination des patients atteints d’épilepsie. Ce projet a été soutenu par le 

Département Médico-Universitaire (DMU) Neurosciences de l’Assistance Publique – Hôpitaux de Paris 

(AP-HP) – Sorbonne Université, et de l’Inserm Transfert (programme CoPoc). 

 

Notre objectif est de mettre en place un outil accessible à un grand nombre de patients 

permettant d’évaluer quotidiennement, en ambulatoire, les symptômes prodromaux et d’identifier 

des jours à risque de crise. 

 

2) Architecture du système Epiday 

w Interface mobile disponible sur iOS et Android (Figure 19) 

L’application Epiday est un véritable « passeport » de l’épilepsie pour les patients, permettant : 

- De définir leur épilepsie et leurs différents types de crises (« petites », « moyennes » et 

« grosses » crises) ; 

- De référencer leurs traitements antiépileptiques et leurs posologies ; 

- De signaler les crises, en précisant leur type (préalablement référencé) et les éventuels 

facteurs favorisants ; 

- De consulter l’historique des crises ; 

- Et enfin, de collecter quotidiennement plusieurs prodromes et facteurs favorisants (sommeil, 

stress, etc.) à l’aide d’échelles visuelles. 
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Figure 19 : Interface mobile Epiday 
L’application mobile permet au patient de référencer son type d’épilepsie, ses types de crises et ses 
traitements antiépileptiques, ainsi de tenir un agenda des crises. Les symptômes prodromaux sont 

évalués par des échelles visuelles. 
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w Serveurs 

Les données remplies par le patient sur l’interface mobile sont ensuite hébergées sur des serveurs. 

La communication entre l’interface mobile et les serveurs se fait via une API (Application Programming 

Interface). Les serveurs, agréés pour l’hébergement de données de santé, assurent les fonctions de :  

- Stockage des informations sur une base de données ; 

- Calcul via les modèles d’apprentissage automatique (entraînement puis prédiction). 

w Interface web administrateur 

Elle permet aux investigateurs de l’étude d’accéder aux données, de consulter et modifier les 

informations enregistrées par les patients sur l’interface mobile, et de visualiser les résultats.  

Pour un patient donné, on peut ainsi visualiser (Figure 20) : 

- L’administration des traitements antiépileptiques et les modifications de posologie au cours 

du temps ; 

- La répartition nycthémérale et mensuelle des crises ; 

- Le pourcentage de participation aux échelles visuelles. 

 
 

  

 

  

 

  

 

  

 

 

 

 

 

 

Figure 20 : Visualisation des données patient sur l’interface web d’Epiday 
Suivi au cours du temps des crises d’épilepsie et des modifications de traitements antiépileptiques (en 
haut) ; visualisation de la répartition nycthémérale (en bas à gauche) et mensuelle (en bas à droite) des 

crises. 
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Les performances du modèle de prédiction pourront également être représentées, de manière 

globale sur l’ensemble des patients et individuellement (Figure 21). 

 

 

 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 

  

 

 

 

 

Figure 21 : Visualisation des performances de prédiction  
L’interface web permet de représenter sur une échelle de temps le nombre de crises réelles et celui de 
crises prédites (en haut). Pour chaque prédiction, on peut aussi les représenter en vert (vrai positif ou 

négatif) ou en rouge (faux positif ou négatif ; en bas). 
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3) Mise en place d’une étude clinique  

L’application mobile, le serveur informatique et l’interface administrateur étant opérationnels, nous 

souhaitons désormais tester les performances d’Epiday, et ce dans la cadre d’une étude clinique 

prospective (Loi Jardé 3), en cours de mise en place sous promotion AP-HP. 

Les objectifs de cette étude sont : 

• Évaluer les performances de prédiction quotidienne du risque de crise de l’application Epiday chez 

des patients atteints d’une épilepsie pharmaco-résistante ; 

• Et, secondairement : 

i. Analyser les cycles (circadiens et multidiens) de crises sur de longues périodes 

ii. Analyser l’adhésion et le niveau de satisfaction de ce nouvel outil chez les patients 

Nous ciblons un nombre de 50 patients à inclure, avec les critères suivants : 

• Critères d’inclusion : 

- Patients âgés de 18 à 65 ans 

- Épilepsie diagnostiquée depuis au moins 18 mois 

- Imagerie excluant une étiologie d’épilepsie d’aggravation progressive 

- EEG en faveur du diagnostic d’épilepsie au cours des 10 dernières années précédant la 

sélection 

- Au moins 1 crise par mois 

• Critères d’exclusion 

- Antécédents de crises non épileptiques d’origine psychogène 

- Crises non motrices et sans composante observable isolées. 

Le suivi prospectif nécessitera l’utilisation quotidienne de l’application mobile sur une période d’au 

moins 3 mois. La durée de recrutement des patients sera de 2 ans. 

Une page d’information sera à disposition des patients sur l’interface mobile (Figure 22). Cette page, 

en complément des explications données par l’investigateur, a pour but de leur réexpliquer les grands 

principes de l’étude, la nécessité de remplir quotidiennement les échelles visuelles et de tenir à jour 

l’agenda des crises. Nous espérons ainsi sensibiliser les patients au besoin de collecter suffisamment de 

données afin d’entraîner les algorithmes d’apprentissage automatique et générer des prédictions optimales. 
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Figure 22 : Page d’information à destination des patients sur l’interface mobile  
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PARTIE 2. ÉTUDE DE LA VARIABILITE DE LA FREQUENCE CARDIAQUE 

DURANT LA PERIODE PRECRITIQUE  

 

I. Introduction 

La variabilité de la fréquence cardiaque (VFC) ou heart rate variability (HRV) reflète l’équilibre 

entre les deux composantes – sympathique et parasympathique – du système nerveux autonome. Elle 

correspond aux variations temporelles (en millisecondes) entre deux battements cardiaques, et plus 

précisément entre deux ondes R consécutives – ou intervalle RR. Alors qu’une prépondérance de la 

composante sympathique a été décrite durant les crises d’épilepsie, la stimulation du nerf vague 

(parasympathique) est une stratégie thérapeutique antiépileptique (Myers et al. 2018). 

L’identification d’états précritiques, ainsi que des modèles de prédiction des crises, sur la base de la 

VFC ont montré de bons résultats (Kolsal et al. 2014; Fujiwara et al. 2016; Billeci et al. 2018; Giannakakis 

et al. 2019). 

Dans cette étude, nous avons fait l’hypothèse qu’un déséquilibre du système nerveux 

autonome, qui peut être estimé par la VFC, pourrait refléter un état « pro »-critique. Nous avons 

donc évalué les capacités de la VFC durant un protocole de repos quotidien à identifier un état à 

risque de crise. 

 

II. Méthodologie 

Nous avons mis en place un protocole de repos standardisé chez les patients hospitalisés pour 

enregistrement continu EEG intracérébral, dans le cadre du bilan préchirurgical d’une épilepsie focale 

pharmacorésistante. Le protocole se déroulait comme suit : 

• Contrôle préalable de la qualité des signaux ; 

• Extinction des sources de stimulation extérieures (téléphone, télévision, radio, etc.) ; 

• Débranchement des appareils sur secteur pouvant créer des artefacts (ordinateur, téléphone, lit 

électrique, etc.) ; 

• Le patient avait pour consignes de :  

- Rester calme et immobile autant que possible ; 

- Rester éveillé, les yeux ouverts ;  
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- Regarder en direction d’un écran gris et d’éviter les mouvements oculaires brusques et 

amples ; 

- Éviter tout mouvement ou pensée de nature répétitive (taper du doigt, compter, etc.). 

• Enregistrement quotidien entre 10 et 12h du matin ; 

• Durée de 10 minutes. 

Nous avons réalisé des enregistrements ECG quotidiens de 10 minutes chez 22 patients hospitalisés 

dans le cadre d’une exploration EEG intracérébrale. Nous avons extrait 31 caractéristiques de la VFC – 

issues du domaine temporel et fréquentiel, et d’analyses non-linéaires – sur des fenêtres glissantes de 2 

minutes. Chaque fenêtre glissante était ensuite classée en i) précritique, si une crise électro-clinique 

survenait dans les 24h suivantes, ou ii) intercritique, en l’absence de crise. 

Nous avons tout d’abord utilisé un algorithme de classification de type SVM afin d’évaluer les 

performances de distinction entre les enregistrements inter et précritiques. Une validation croisée « leave-

one-day out » a été réalisée : pour chaque itération, un enregistrement de chaque classe était – au hasard – 

attribué à la phase de test afin qu’il n’y ait pas de fuite d’information entre les jeux de données 

d’apprentissage et de test. Nous avons ensuite évalué chronologiquement ou de manière 

« pseudoprospective », les prévisions probabilistes quotidiennes du risque de crise. 

 

III. Résultats 

Parmi les 22 patients inclus, seules les données de 15 ont pu être analysées. Pour les 7 exclus, les 

données étaient insuffisantes, de mauvaise qualité, ou des troubles du rythme ou de la conduction 

cardiaque étaient rapportés.  

Notre première approche de classification standard a montré de mauvaises performances (AUC 

médian 0,5 [0,41;0,64]) mais qui étaient considérablement améliorées après sélection automatique des 

variables les plus informatives : AUC 0,75 [0,68;0,99]. Les prévisions probabilistes quotidiennes ont 

obtenu un score de Brier médian de 0,3 [0,18;0,48]. Sur les 25 jours précritiques, 15 (60%) ont été 

correctement prédits. Le taux de faux positifs était de 9/37 (24.3%). 

Notre approche a montré des performances de classification meilleures que le hasard après sélection 

automatique des variables. Les prévisions quotidiennes étaient globalement correctes mais le taux 

important de faux négatifs (40%) – et par conséquent une sensibilité moyenne – nécessite des ajustements 

avant de considérer toute application clinique. Una approche multimodale serait intéressante. 

Cette étude sera bientôt soumise à publication dans une revue scientifique à comité de lecture. 
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IV. Article 3 : Can heart rate variability identify a high-risk state of upcoming seizure? 
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Abstract 

Heart rate variability (HRV) is an accessible and convenient means to assess the 

sympathetic/parasympathetic balance. Autonomic dysfunctions may reflect a pro-ictal state and occur 

before the seizure onset. Previous studies have reported HRV-based models to identify preictal states in 

continuous monitoring. Here, we evaluated the ability of HRV metrics extracted from daily resting-state 

periods to individualize states at risk of seizure using prediction algorithms. Daily standardized 10-min 

vigilance-controlled ECG periods were recorded in patients with drug-resistant focal epilepsy who 

underwent intracerebral EEG. Results from 15 patients suggest that HRV features can identify preictal 

states with a median AUC of 0.75 [0.68;0.99]. Pseudoprospective daily forecasts yielded a median Brier 

score of 0.3 [0.18;0.48]. About 60% of preictal days were correctly forecasted, while false positive 

predictions were noticed in 24% of interictal days. Daily resting HRV seems to capture information about 

autonomic variations that may reflect a pro-ictal state. The method could be embedded in an ambulatory 

clinical seizure prediction device, but additional modalities (prodromes, EEG-based features, etc.) should 

be associated to improve its performances. 

 

Keywords: heart rate variability; autonomic nervous system; epilepsy; seizure forecast; seizure prediction 

 

Highlights 

• HRV features from resting state can discriminate between interictal/preictal states 

• Daily pseudoprospective forecasts of preictal states yielded fair overall results 

• Sensitivity of seizure prediction should be increased 

•  Multimodal features could improve our model performances 

• This approach could be embedded in an ambulatory clinical device  
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Introduction 

 

Ictal but also interictal autonomic nervous system dysfunctions have been reported, particularly in 

patients with drug-resistant and temporal lobe epilepsy (Lotufo et al., 2012; Sivathamboo and Perucca, 

2021). Heart rate variability (HRV) is an accessible and convenient means to assess 

sympathetic/parasympathetic dynamics. It refers to time variations between consecutive heartbeats, i.e., 

the RR interval. While a shift toward sympathetic activity has been described during seizures, stimulation 

of the vagus nerve, the main component of the parasympathetic nervous system can be used as an 

antiseizure therapy (Myers et al., 2018). 

Some studies have highlighted preictal heart rate changes, especially an increase several seconds or 

a few minutes before the seizure onset (Bruno et al., 2018). Indeed, modifications in HRV have helped 

identify preictal states (Leal et al., 2021; Meisel and Bailey, 2019), and some HRV-based seizure 

prediction models yielded a sensitivity of 89-91% on continuous monitoring (Billeci et al., 2018; Fujiwara 

et al., 2016; Giannakakis et al., 2019; Kolsal et al., 2014; Myers et al., 2018). 

In a recent study, we highlighted that resting-state intracranial EEG connectivity, obtained during 

short vigilance-controlled periods, can forecast the daily risk of upcoming seizures (Cousyn et al., 2022). 

We assume that autonomic dysfunctions – which could be assessed by HRV – may also reflect a pro-ictal 

state and occur before the seizure onset. Here, we evaluated the ability of HRV features extracted from 

daily resting-state recordings to individualize states at risk of seizure using prediction algorithms. 

 

Materials and Methods 

 

w Patients  

Patients with drug-resistant focal epilepsy underwent daily resting-state recordings during their stay 

for presurgical intracerebral EEG (Ad-Tech® depth electrodes), from January 15, 2019, to July 15, 2022, 

in the Epilepsy Unit of the Pitié-Salpêtrière University Hospital (Paris, France). All patients gave written 

informed consent (project C11-16 and C19-55, conducted by INSERM), and an institutional review board 

(CPP Paris VI and Sud Méditerranée 1) approved the study.  
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w Recordings 

A daily 10-min resting-state protocol was performed between 10 and 12 am. Patients were asked to 

keep seated, calm, and awake, without repetitive movements or thoughts. External sources of stimulation 

were systematically turned off (phone, TV, etc.). Patients were simultaneously recorded by iEEG, which 

is the gold standard to identify electrical seizures. iEEG and electrocardiogram (ECG) signals were 

recorded after visual quality control. 

 

w HRV measures 

RR intervals were first extracted from ECG data. Then, we applied linear and nonlinear HRV 

measures on 2-min overlapping windows (100-second overlaps) during each 10-min resting-state period. 

To clean and detect the R peaks of each segment, the Pan-Tompkins QRS detection algorithm was used 

(Pan and Tompkins, 1985). Thirty-one HRV features including time-domain, frequency-domain, and 

nonlinear features were computed (Table 1). Only the RR intervals between adjacent, normal and 

dominant beats were used to compute the HRV features. Segments with less than 100 heartbeats were 

discarded. 

 

w Classification algorithms 

For each patient, we trained SVM classifiers to distinguish between ‘interictal’ (i.e., no seizure in 

the next 24 hours) and ‘preictal’ recordings (i.e., at least one electro-clinical seizure in the next 24 hours) 

(Figure 1). To avoid any bias, we removed adjacent epochs from training and test sets. To do this, we 

applied a leave-one-day-out cross-validation: for each fold, one random daily period was removed from 

the learning dataset and assigned to the testing dataset; each fold randomly used 80% of the 2-min epochs 

to train and the remaining 20% to test the model; this procedure was repeated 1,000 times. We performed 

a two-class SVM classifier if at least two days were available from both classes (interictal/preictal), and a 

one-class SVM classifier if a single daily period was available for any class. 

In the SVM models, a Gaussian kernel was applied with the width parameter γ set to the median 

pairwise distances among training points. We prevented class imbalance-related bias by oversampling data 

from the minority class using the Synthetic-Minority-Over-sampling-TEchnique (SMOTE) (Liu et al., 

2014). 
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w Daily forecasts  

We performed a pseudoprospective approach to evaluate the accuracy of daily forecasts. The model 

was trained to distinguish between both classes based on the first chronological daily periods that included 

at least one recording from each class. A Platt scaling was then applied to transform the output of 

classification models into a probability distribution over classes. For each new daily recording, we obtained 

a probability of belonging to the preictal state, i.e., the seizure likelihood, by averaging the predicted 

probability over all tested segments. The accuracy of these probabilistic predictions was estimated by the 

Brier score – from 0 (perfect forecast) to 1 (worst prediction) (Stirling et al., 2021). 

 

w Features selection 

The most discriminant HRV features were automatically selected in each patient through a pruning 

procedure: i) for each fold, every feature was removed one at a time and the AUC value was calculated; 

ii) the feature without which the model had the highest AUC was removed; iii) the process was repeated 

for the remaining features. For daily forecasts, this procedure was applied to the data from the first training 

days only. 

 

Results 

 

w Study patients 

Twenty-two patients underwent the daily resting-state protocol. We excluded patients with 

insufficient data (< 1 daily recording in one of both classes, N=5), bad ECG signal quality (N=1), and 

arrhythmia (N=1). Daily recordings from 15 patients were analyzed (Table 2). The median age was 30 

years [25;36.5] and 11 patients (73%) were women. Temporal lobe epilepsy was largely predominant 

(N=14/15). The median duration of recordings was 11 days [8.5;12]. No patient had heart disease and only 

one took an antiarrhythmic drug (#14, propranolol for essential tremor).  

 

w Standard classification approach 

SVM-based classification using all the HRV features yielded poor performances with a median 

AUC of 0.5 [0.41;0.64]. However, classification performances increase to 0.75 [0.68;0.99] after the 

automated selection of the most discriminant features (Table 3). Two-thirds of patients yielded an AUC > 
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0.7. No clear correlations between classification performances and seizure lateralization or epileptogenic 

focus localization were found.  

 

w Daily forecasting approach 

Pseudoprospective daily forecasts required training data from both classes to estimate the seizure 

likelihood for each testing day, which was possible in 14 of the 15 patients. The median Brier score was 

0.3 [0.18;0.48] (Figure 2). Of the 25 preictal days, 15 (60%) were correctly forecasted (probability ≥ 50%), 

while false positive predictions were noticed in 9/37 (24.3%) interictal days. 

 

Discussion 

 

Our study suggests daily resting HRV measurements could be an interesting tool to evaluate the 

sympathetic/parasympathetic imbalance that may reflect the risk of upcoming seizure(s). Classification 

performances were clearly above chance after the selection of the most discriminant features. However, 

although pseudoprospective daily forecasts yielded fair overall results, the rate of false negative results 

(40%) – and consequently the sensitivity – requires some adjustments before considering any clinical 

application.  

Our previously reported iEEG connectivity-based model displayed better performances (Cousyn et 

al., 2022). Indeed, brain connectivity discriminated between interictal/preictal states with a median AUC 

> 0.7 in 80% of the patients, and a median Brier score of 0.12 for daily forecasts. In addition, more than 

90% of preictal days were correctly forecasted with a similar false positive rate (27%). These results 

suggest that preictal changes in the autonomic nervous system might occur closer to seizure onset than 

brain connectivity modifications. A fusion analysis of both strategies (EEG and ECG) could be an 

interesting approach to improve daily forecasts.  

Nevertheless, noninvasive HRV measurements are much more convenient for a clinical application, 

particularly in an ambulatory setup. Several options could enhance the forecasting performances: i) very-

long-term recordings from wearable devices to increase the learning dataset (Karoly et al., 2021); ii) 

additional autonomic features from electrodermal activity or baroreflex sensitivity to better characterize 

the sympathetic/parasympathetic variations (Sivathamboo and Perucca, 2021); iii) a multimodal approach 

including also prodromal symptoms and EEG (Meisel et al., 2020; Nasseri et al., 2021; Stirling et al., 

2021).   
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Our study has several limits. First, although we conducted a strict daily standardized vigilance-

controlled protocol that ensured the data quality, the limited number of daily recordings could have an 

impact on the algorithm performance. Although a duration of 2 minutes is minimally required to obtain 

some HRV features from ECG segments (Task Force of the European Society of Cardiology the North 

American Society of Pacing Electrophysiology, 1996), longer resting-state recordings would be an 

interesting strategy to increase performances. Second, we sometimes applied antiseizure medications 

(ASM) tapering during the stay, which may represent an artificial condition distant from real-life context. 

However, from a previous study (Cousyn et al., 2022), we did not find any correlation between seizure 

occurrence and ASM tapering. In addition, evidence suggests that ASM withdrawal does not change 

significantly HRV features (Stefani et al., 2013). HRV features were obtained at rest, which could explain 

that no trivial interactions with seizure lateralization, or with epileptogenic focus localization were found.  

In summary, daily resting HRV seems to capture information about autonomic variations that may 

reflect a pro-ictal state, i.e., a high-risk state of upcoming seizure(s). Additional variables (e.g., prodromes, 

spontaneous baroreflex sensitivity, electrodermal activity, and EEG) could improve prediction 

performances – in particular the sensitivity – in order to consider a clinical application. An ambulatory 

long-term multimodal recording with a wearable device could also be a promising approach for seizure 

forecasting. 
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Table 1. HRV features 

Table 1 legend: Detailed description of measures can be found in [Shaffer, F., & Ginsberg, J. 
P. (2017). An overview of heart rate variability metrics and norms. Frontiers in Public Health, 
258] ;[Jeppesen, J., Beniczky, S., Johansen, P., Sidenius, P., & Fuglsang-Frederiksen, A. 
(2015). Detection of epileptic seizures with a modified heart rate variability algorithm based on 
Lorenz plot. Seizure, 24, 1-7]; [Piskorski, J., & Guzik, P. (2007). Geometry of the Poincaré plot 
of RR intervals and its asymmetry in healthy adults. Physiological measurement, 28(3), 287] 
and [Graff, G., Graff, B., Kaczkowska, A., Makowiec, D., Amigó, J. M., Piskorski, J., 
Narkiewicz K. & Guzik, P. (2013). Ordinal pattern statistics for the assessment of heart rate 
variability. The European Physical Journal Special Topics, 222, 525-534.] 

 

HRV features Definition 
Time-domain metrics 
 NumBeats Number of heartbeats 
 hrvMean (ms) Average RR interval 
 SDNN (ms) Standard deviation of RR intervals  
 RMSSD (ms) Root mean square of successive RR interval differences  
 SDANN (ms) Standard error of average RR intervals  
 CVNN  Coefficient of variation of RR intervals 
 Heart Rate 

(bpm) 
Heartbeats per minute 

 SDNNd (ms) Contribution of decelerations (increase in RR intervals) to total variability 
 SDNNa (ms) Contribution of accelerations (increase in RR intervals) to total variability 
Frequency-domain measures (obtained by the Lomb periodogram) 
 VLF power 

(ms2) 
Absolute power of the very-low frequency range (0.003-0.04 Hz) 

 LF power (ms2) Absolute power of the low-frequency range (0.04-0.15 Hz) 
 HF power (ms2) Absolute power of the high frequency range (0.15-0.4 Hz) 
 LFP/HFP Ratio of LF/HF power  
 Normalized LF 

(nu) 
Relative power of the low-frequency range in normal units [LFP/(total 
power – VLFP)x100] 

 Normalized 
HFP (nu) 

Relative power of the high-frequency range in normal units [HFP/(total 
power – VLFP)x100] 

 TP (ms2) Total power (0 – 0.5 Hz) 
Nonlinear measures from the Poincaré plot of RR intervals, RR(i) vs RR(i-1) 
 SD1/SD2 Ratio of SD1/SD2, i.e., the ratio of short-term to long-term variations 

(SD1 is the standard deviations of points along the line RR(i) = RR(i-1), 
and SD2 denotes the standard deviation across the identity line) 

 Asd1sd2 Area of ellipse described by SDA and SD2 
 CSI Cardiac sympathetic index: ratio of the longitudinal 

variability of RR intervals in the Poincaré plot (SD2) by its transverse 
variability (SD1) 

 CVI Cardiac vagal (parasympathetic) index: logarithm of the product of 
longitudinal (4∗SD2) and transverse variability (4∗SD1) of RR intervals 
in the Poincaré plot   

 Modified CSI Modified cardiac sympathetic index (Jeppesen et al., 2015): ratio of the 
square of the longitudinal variability by its transverse variability 
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 PI Porta’s index: the number of points (in the Poincaré plot) below the 
identity line (RR(i) = RR(i-1)), divided by the total number of points 
except those that are located on the line. 

 SD1d (ms2) Short-term variance (along the identity line) of contributions of 
decelerations (prolongation of successive RR intervals) 

 SD1a (ms2) Short-term variance (along the identity line) of contributions of 
accelerations (shortening of successive RR intervals)  

 SD2d (ms2) Long-term variance (across the identity line) of contributions of 
decelerations (prolongation of successive RR intervals) 

 SD2a (ms2) Long-term variance of contributions of accelerations (shortening of 
successive RR intervals) 

 C1d (%) The contribution of SD1d to the total variance along the identity line  
 C1a (%) The contribution of SD1a to the total variance along the identity line 
 C2d (%) The contribution of SD2d to the total variance across the identity line 
 C2a (%) The contribution of SD2a to the total variance across the identity line 
Nonlinear measure from RR time series 
 Pen Permutation entropy of RR intervals: an index of complexity  
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Table 2. Characteristics of patients 

Table 2 legend: RS: resting-state recordings; F: female; M: male; MT: mesial temporal; TPO: temporal-parietal-occipital; FIAS: focal impaired 
awareness seizures; FAS: focal aware seizures; FBTCS: focal to bilateral tonic-clonic seizures; LTG: lamotrigine; ESL: eslicarbazepine acetate; 
DZP: diazepam; LCS: lacosamide; ZNS: zonisamide; CLB: clobazam; OXC: oxcarbazepine; PER: perampanel; CBZ: carbamazepine; TPM: 
topiramate; LVT: levetiracetam; VPA: valproic acid; BVT: brivaracetam; RS: resting states; ET: essential tremor. 

 

 

 

 

Patient #1 #2 #3 #4 #5 #6 #7 #8 #9 #10 #11 #12 #13 #14 #15 

Gender F F F F F M M M F M F F F F F 

Age (years) 47 30 18 25 27 39 31 25 38 25 35 31 27 42 24 

Location of 

epileptic focus 

Left 

posterior 

temporal 

Multifocal 
(right MT 

and TPO 

junction) 

Right 
superior 

frontal 

gyrus 

Left MT 

Left 

posterior 

temporal 

Left 

temporo-

polar 

Left MT 

Right MT 
and  

temporo-

polar 

Right MT 
and 

temporo- 

polar 

Left 

temporo-

polar 

Right 

temporo-

polar 

Left MT 
Bilateral 

MT 

Left MT 
and 

temporo-

polar 

Left 

temporo-

polar 

Seizures FIAS FIAS FIAS FBTCS FAS, FIAS FAS, FIAS 
FIAS, 

FBTCS 
FAS, FIAS FIAS FBTCS FAS 

FIAS, 

FBTCS 
FAS, FIAS FIAS 

FIAS, 

FBTCS 

Antiepileptic 

drugs 

LTG, ESL, 

DZP 

LTG, LCS, 

ZNS, CLB 

LTG, 

OXC, CLB 

ESL, PER, 

TPM 
LTG, OXC LCS, CBZ 

CBZ, PER, 

ZNS 
LVT, LTG 

LTG, VPA, 

CBZ, CLB 
CBZ, BRV 

CBZ, LTG, 

CLB 
BVT, LTG ZNS, CBZ 

OXC, LCS, 

ZNS 
LTG, TPM 

Number 

of RS 

Preictal 2 9 3 2 2 11 1 3 2 2 3 3 2 1 1 

Interictal 5 1 8 10 4 3 15 9 9 9 2 10 10 10 4 

Mean delay 

between preictal 

RS and seizure 

onset, hours, 

min.-max. 

6.5, 6-7 9.1, 1.8-21 4.2, 6-15 
15.4, 14.5-

16.3 
0.8, 0.5-1 8.8, 0.3-17 20 

17.7, 13-

21.5 
12.5, 4-21 

11.6, 9-

14.3 
4.1, 1-6.3 8.8, 3.5-18 

15.5, 8.3-

22.7 
15.3 9 
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Table 3. Preictal-interictal classification after automated selection of HRV features 

Table 3 legend: Median AUC values (±deviation) 

TC: two-class; OC: one-class; SVM: support vector machine 

 

 Classification performances 
Patient AUC Se Sp Acc F1-score 

#1 TC-SVM 0.99±0.01 1±0 1±0 0.98±0.03 0.97±0.03 
#2 OC-SVM 0.67±0.15 0.61±0.15 0.7±0.2 0.66±0.12 0.65±0.11 
#3 TC-SVM 0.74±0.14 0.74±0.15 0.75±0.15 0.73±0.1 0.73±0.12 
#4 TC-SVM 0.83±0.17 0.8±0.2 0.85±0.15 0.8±0.15 0.79±0.19 
#5 TC-SVM 0.75±0.25 0.8±0.2 0.9±0.1 0.83±0.18 0.8±0.17 
#6 TC-SVM 0.98±0.02 1±0 1±0 0.95±0.05 0.95±0.05 
#7 OC-SVM 0.59±0.15 0.75±0.1 0.6±0.15 0.68±0.1 0.68±0.07 
#8 TC-SVM 0.99±0.01 1±0 0.95±0.05 0.95±0.05 0.95±0.05 
#9 TC-SVM 0.51±0.2 0.65±0.2 0.6±0.2 0.6±0.2 0.65±0.11 
#10 TC-SVM 0.7±0.3 0.85±0.15 0.8±0.2 0.75±0.18 0.73±0.15 
#11 TC-SVM 1±0 1±0 1±0 1±0 1±0 
#12 TC-SVM 0.62±0.38 1±0 0.65±0.35 0.68±0.2 0.67±0.15 
#13 TC-SVM 0.82±0.19 1±0 0.95±0.05 0.84±0.16 0.84±0.16 
#14 OC-SVM 0.69±0.2 0.7±0.15 0.85±0.1 0.73±0.1 0.7±0.16 
#15 OC-SVM 1±0 1±0 1±0 1±0 1±0 
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Figure 1. HRV-based prediction of preictal states 

Figure 1 legend: A) For each patient, consecutive daily recordings are considered as days 
without seizure or ‘interictal’ class, and days with seizure(s) or ‘preictal’ class. For each daily 
10 min ECG recordings, RR time series are estimated from 2 minute-ECG segments, from 
which 31 HRV features are extracted. B) Feature selection and prediction models (yellow box) 
are estimated by a cross-validation procedure. In daily forecasts, the training phase was 
performed using all the previous days. C) The remaining segments are tested with the learned 
model (blue box). The probability of belonging to the preictal class, i.e. the estimated seizure 
likelihood, is thus obtained from the prediction model. 
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Figure 2. Pseudoprospective daily forecasts 

Figure 2 legend: For each patient, consecutive daily recordings were represented by 
diamonds: white diamonds for days without seizure or ‘interictal’ class, and black ones for 
those with seizure(s) or ‘preictal’ class. For each day to forecast, the training phase was 
performed using all the previous days. The pruning procedure was performed on the first 
training dataset (black dashed boxes). Then, we obtained a probability of belonging to the 
preictal class (below each diamond, in %), i.e., the estimated seizure likelihood. True 
forecasts are in green, while false ones are in red. 

BS: Brier score  
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PARTIE 3. ÉTUDE DES MODIFICATIONS PRECRITIQUES DE LA 

CONNECTIVITE FONCTIONNELLE INTRACEREBRALE  

 

I. Identification des jours à risque de crise à l’aide de la connectivité fonctionnelle 

intracérébrale 

1) Introduction 

De par son excellente résolution spatio-temporelle, l’EEG intracérébral est un outil de choix pour 

l’étude des dynamiques cérébrales précritiques. Plusieurs études ont utilisé des mesures de connectivité 

EEG intracérébrale pour étudier l’état précritique (Le Van Quyen et al. 2005; van Mierlo et al. 2014; 

Kuhlmann et al. 2018a). Cependant, l’identification de changements de connectivité précritiques au cours 

du temps doit nécessairement être interprétée à la lumière des changements induits par les différents états 

de vigilance. Cette approche nécessite de connaître l’état de vigilance en temps réel ou de disposer de 

plusieurs périodes de référence pour chaque état. Une mesure quotidienne du risque de crise dans un état 

de vigilance contrôlé serait plus pratique. 

Dans cette étude, nous avons i) évalué les performances de mesures de connectivité EEG 

intracérébrale durant un protocole de repos standardisé pour identifier un état précritique, puis ii) 

réalisé des prévisions probabilistes du risque de crise. 

 

2) Méthodologie 

Nous avons réalisé des enregistrements quotidiens de 10 minutes au cours d’un protocole de repos 

standardisé (cf. pages 107-108) auprès de patients hospitalisés pour une exploration vidéo-EEG 

intracérébrale continue (avec des électrodes profondes Ad-Tech), dans le cadre de la prise en charge de 

leur épilepsie focale pharmaco-résistante, entre janvier 2019 et juillet 2021. 

Chaque enregistrement a ensuite été classé en « précritique » – en cas de crise électro-cliniques 

survenant dans les 24 heures – ou « intercritique » – en l’absence de crise (Figure 23A).  

Pour chaque patient, nous avons i) relu les IRM cérébrales post-implantation afin de ne garder que 

les macro-contacts situés dans la substance grise, et ii) relu les tracés EEG afin de localiser chaque macro-

contact sélectionné : zone de début de crise (seizure onset zone), zone irritative ou zone saine putative. 
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Nous avons estimé la connectivité fonctionnelle à l’aide de mesures de synchronie de phase (phase-

locking value, PLV) sur des fenêtres glissantes non chevauchantes de 20 secondes dans les différentes 

bandes de fréquence (du delta au gamma). 

Dans un premier temps, nous avons évalué les performances de distinction entre la connectivité 

intracérébrale de repos des états inter et précritiques à l’aide d’un classifieur SVM et en appliquant une 

validation croisée de type leave-one-day-out afin d’éviter toute fuite d’information (Figure 23B). Nous 

avons comparé notre modèle à d’autres classifieurs alimentés par :  

a) les posologies des médicaments antiépileptiques au cours du temps ; 

b) le nombre et l’étendue des anomalies épileptiques intercritiques EEG identifiées par détection 

automatique ; 

c)  l’état inter/précritique du jour antérieur (prédiction d’un jour précritique en cas d’enregistrement 

d’une crise le jour précèdent, et intercritique autrement). 

Dans un deuxième temps, nous avons estimé de manière pseudoprospective des probabilités 

quotidiennes du risque de crise d’épilepsie. 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 23. Matrices de connectivité et apprentissage automatique 
A. Mesures de connectivité fonctionnelle sur des enregistrements quotidiens de période de repos de 

10min, classées en « précritiques » ou « intercritiques ». 
B. Un enregistrement quotidien est aléatoirement retiré du jeu de données d’apprentissage (qui sera 

réalisé uniquement sur les autres jours) pour être assigné uniquement aux données de la phase de test. 
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3) Résultats 

Parmi les 12 patients enregistrés, 10 avaient suffisamment de données dans chacune des deux 

classes. La première approche a mis en évidence de bonnes performances de discrimination de la 

connectivité intracérébrale notamment dans la bande de fréquence thêta : 80% des patients avaient un 

AUC ≥ 0,7, avec un AUC moyen de 0,79 (minimum 0,5, maximum 1). Les modèles basés sur les 

posologies de médicaments antiépileptiques, les anomalies épileptiques intercritiques EEG ou les 

informations antérieures n’ont pas permis de distinguer les deux états. 

L’approche pseudoprospective a montré de bonnes prévisions probabilistes : 92% des 

enregistrements précritiques étaient correctement prédits et le taux de faux positifs atteignait 27%. Le score 

de Brier moyen était de 0,13 (minimum 0, maximum 0,35). 

Notre approche a montré de bonnes performances d’identification d’un état précritique et des 

prévisions quotidiennes précises, à l’aide d’une mesure unique quotidienne. Une évaluation des 

performances du modèle à l’aide de techniques non invasives (EEG de surface) ou de dispositifs 

implantables pour enregistrements d’ultra longue durée est cependant nécessaire pour envisager une 

application en pratique clinique. 
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4) Article 4 : Daily resting-state intracranial EEG connectivity for seizure risk forecasts 
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Supplementary Table 1. Patients’ main characteristics 

Supplementary table 1 legend: F: female; M: male; MT: mesial temporal; TPO: temporo-parieto-occipital; FIAS: focal impaired awareness 
seizures; FAS: focal aware seizures; FBTCS: focal to bilateral tonic-clonic seizures; LTG: lamotrigine; ESL: eslicarbazepine acetate; DZP: 
diazepam; LCS: lacosamide; ZNS: zonisamide; CLB: clobazam; OXC: oxcarbazepine; PER: perampanel; CBZ: carbamazepine; TPM: 
topiramate; LVT: levetiracetam; VPA: valproic acid; SOZ: seizure onset zone; EIZ: exclusively irritative zone; RS: resting states.  

The brain networks were visualized with the BrainNet Viewer (http://www.nitrc.org/projects/bnv/). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Partie 3. Article 4 
 

137 
 

Supplementary Table 2. Comparison of classification models 

Supplementary table 2 legend: We compared our connectivity-based model to two other 
models: i) a SVM classifier based on interictal epileptiform discharges (IEDs), that were 
automatically detected, or ‘IED-based model’ and ii) a simple classifier that based its 
predictions on the previous day’s state (i.e., “preictal” if seizure(s) occurred on the previous 
day, and “interictal” otherwise) or ‘anteriority-based model’. To assess these prediction models, 
we estimated AUC, accuracy, and F1-score.  

The anteriority-based model yielded an average accuracy value of 0.75, but this value could be 
overestimated as accuracy does not take into account the class imbalance (i.e., the relative 
reduced number of preictal days). In this case, the F1-score, which combines the precision and 
recall, provides a better assessment of model performance. Here, the anteriority-based model 
yielded a poor F1-score of 0.53, which means that for each correct positive prediction, the 
model yielded two errors (false negative or false positives). Further, we noticed that, for this 
dataset, a non-informative (random) model would yield an averaged F1-score of 0.49 (for each 
patient, this non-informative model’s F1-score can be estimated by 2p/[p+1], where “p” is the 
rate of positive events), which is very close to the anteriority-based model’s F1-score.  

IEDs: interictal epileptiform discharges 

 

 AUC Accuracy F1-Score 

Connectivity-based model (theta) 0.79  
[min. 0.5 – max. 1] 

0.77  
[min. 0.52 – max. 1] 

0.78  
[min.0.62 – max. 1] 

IED-based model 0.40 
 [min. 0.1 – max. 0.72] 

0.54  
[min. 0.45 – max. 0.69] 

0.57  
[min. 0.44 – max. 0.7] 

Anteriority-based model 0.62  
[min. 0.36 – 0.77] 

0.75  
[min. 0.66 – max. 0.9] 

0.53  
[min. 0 – max. 0.94] 
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II. Représentation des réseaux de connectivité intracérébrale dans un espace non 

euclidien hyperbolique pour la prédiction du risque de crise 

1) Introduction 

L’analyse des réseaux cérébraux par des mesures issues de la théorie des graphes a montré son 

intérêt tant pour l’étude de processus cognitifs physiologiques que de mécanismes pathologiques 

(Reijneveld et al. 2007; Bullmore et Sporns 2009; De Vico Fallani et al. 2014). L’évaluation fonctionnelle 

et anatomique des réseaux cérébraux, ainsi que leurs dynamiques, est cruciale pour appréhender 

l’ictogenèse (van Diessen et al. 2013).  

Bien que la géométrie euclidienne représente le cadre habituel de notre réalité physique, les 

géométries non euclidiennes semblent pouvoir capturer davantage les caractéristiques non triviales 

relatives à la structure hiérarchique ou multi-échelle des données issues de réseaux complexes. Représenter 

les réseaux de connectivité cérébrale dans un espace non euclidien pourrait ainsi en augmenter le niveau 

d’informations structurelles et fonctionnelles. 

Dans cette étude, nous avons utilisé des géométries non euclidiennes afin de représenter les 

réseaux de connectivité EEG intracérébrale quotidiens précédemment analysés (Cousyn et al. 

2022) et tenté de mettre en évidence des propriétés qui pourraient s’avérer être des biomarqueurs 

encore plus robustes pour la prédiction des crises. 

 

2) Méthodologie 

Nous avons utilisé la base de données présentée dans l’article 4 (pages 129-135). 

Des graphes de connectivité ont été créés à partir des matrices de synchronie de phase. Nous avons 

intégré nos graphes de connectivité dans un espace géométrique hyperbolique et plus précisément dans le 

modèle du disque de Poincaré. Les méthodes d’intégration ou de plongement de graphes permettent de 

représenter dans un espace de dimension inférieure des données complexes multidimensionnelles, tout en 

conservant leur niveau d’informations. Une distribution gaussienne hyperbolique a été définie à partir de 

l’intégration des graphes de connectivité des périodes intercritiques comme classe de référence. Pour 

chaque nouveau nœud issu d’un nouveau graphe de connectivité, nous avons estimé son erreur dans le 

disque hyperbolique en utilisant le modèle gaussien entraîné. 

Une approche pseudoprospective a été réalisé afin d’évaluer les prédictions probabilistes 

quotidiennes du risque de crise 
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3) Résultats 

La précision et le F1-score des prévisions quotidiennes ont progressivement augmenté avec la 

quantité de données du jeu d’apprentissage. Les résultats médians atteignaient respectivement 1 (min. 0,5, 

max. 1) et 1 (min. 0,61, max. 1) à partir de 3 enregistrements quotidiens dans chaque classe. 

Six patients sur dix n’avaient aucune erreur de prédiction. Le score de Brier moyen était de 0,198 

(min. 0,06, max. 0,25). 

L’intégration de matrices de connectivité EEG dans un espace hyperbolique pourrait être un outil 

intéressant afin de représenter la connectivité cérébrale et d’en capturer les informations discriminantes 

utiles dans les modèles de prédiction des crises. 

L’article de cette étude est en cours de préparation afin d’être soumis à publication dans une revue 

scientifique à comité de lecture. 
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4) Article 5 : Embedding intracranial EEG connectivity into hyperbolic space as a tool 

for seizure forecasting 
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Abstract 

 

In our previous study, we found intracranial EEG connectivity estimated from daily resting-state 

recordings allowed to identify preictal states. In this study, instead of studying original values of 

connectivity matrices, we used network embedding methods to capture non-trivial connectivity structures 

to predict the risk of seizure occurrence. Our approach aimed at exploring non-Euclidean geometries to 

represent brain networks of epileptic patients, and to work in the most appropriate hidden geometric space 

representation to unveil properties that could potentially result in robust biomarkers for seizure forecasting. 

Our method consists in embedding the connectivity graphs into a hyperbolic geometrical space to 

find differences between preictal and interictal connectivity networks. We first defined Gaussian 

distributions in the hyperbolic space for each node using the embedded interictal connectivity networks as 

a reference class. Using the data of these interictal days, and the associated Gaussian models for each node, 

we could define a hyperbolic error for each single node that measured the connectivity difference for any 

new embedded network from the interictal days model. 

In a pseudoprospective approach, we used the first n-days from each class to train the model. By 

means of a Student t-test estimated for each point in the hyperbolic disk, we could compare the embedded 

connectivity of both classes to define a region of interest (ROI). Once the model was trained, we compared 

all the embedded networks of the next days we wanted to predict to get hyperbolic error discs. We took 

the mean error in the ROI and, through a logistic regression function, we calculated the probability of each 

new day (out of the first n-days) of belonging to the interictal class.   

Median accuracy and F1-score of daily probabilistic predictions were respectively 0.75 and 0.74 

when only one day from each class was included in the training set. Performances significantly improved 

with a larger amount of learning data and median accuracy and F1-score reached a value of 1 when three 

daily recordings were included in both classes. Up to 60% of patients had no error (false positives or 

negatives) in the predictions. 

Embedding intracranial EEG connectivity into a hyperbolic space is a promising tool for seizure 

forecasting, which may help capture more complex connectivity information than the traditional Euclidean 

geometry.  
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Introduction 

 

In the last decades, complex networks have provided an increasingly challenging framework for the 

study of connected systems (from social sciences to biology and physics), based on the interplay between 

the wiring architecture and the dynamical properties of the coupled elements [1]. In neurosciences, the 

representation of brain networks as graphs allows to better describe their non-trivial connectivity properties 

in a compact and objective way [2,3]. In this mapping of brain data (surface EEG, iEEG, etc.) to networks, 

nodes usually represent brain regions or recording sites (e.g., EEG electrodes), and edges or links indicate 

functional connections between them (based on an estimated statistical relationship between the recorded 

signals).  

Regardless of the modality of acquisition, the use of graph analysis in neuroscience has become 

essential to characterize pathological or physiological brain states in terms of connectivity networks [2-4]. 

Different graph measures, such as node centrality, communicability and efficiency have been shown to 

reveal complementary information on brain function in healthy and pathological conditions. However, the 

latent structure behind these brain network properties is still poorly understood.  

Epilepsy is a neurological disorder nowadays conceptualized as a network disease with functionally 

and/or structurally aberrant connections on virtually all spatial scales [6]. According to this concept, a 

large-scale epileptic network comprises brain areas that can generate and sustain normal, physiological 

cortical dynamics during the seizure-free interval, and are mainly involved in the generation, maintenance, 

spread, and termination of pathophysiological activities such as seizures [6-7]. Network analysis in 

epilepsy has provided valuable information on seizure onset and propagation, as well as on the functional 

organization of the brain during the seizure-free interval [7]. During seizures, brain networks have been 

found to display a more regular structure with less variability [6,7]. Nevertheless, current representations 

of brain networks fail to provide reliable biomarkers to predict seizure onset [5-7].  

Embedding (or vector space) methods find a lower-dimensional space in which high-dimensional 

complex data can be represented. Modern dimensionality reduction methods learn nonlinear 

similarities/proximities between points distributed over a hidden manifold in a multidimensional feature 

space, to preserve, embed (map) and visualize them in a low-dimensional space [8]. Although Euclidean 

geometry serves as a standard framework for studying our physical reality, increasing evidence suggests 

that non-Euclidean geometries are the more appropriate framework to capture non-trivial features (e.g., 

the hierarchical or multiscale structure) often observed in different biological networks, such as the 

olfactory space, cell development data, single-cell sequencing data, and the brain connectivity [9]. 
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Current networks embedding methods assume a zero-curvature (or flat) space and evaluate the 

distance between points according to Euclidean metrics. These approaches are, however, limited when 

dealing with complex hierarchical structures, as the resulting pairwise distances in the embedded spaces 

are substantially distorted [9]. Recently, spaces with negative curvature (hyperbolic geometries) have 

attracted a lot of attention as they enable low-distortion embeddings of hierarchical or multi-scale 

connectivity structures [9-10]. Furthermore, endowed metrics of such spaces allow using some classical 

machine learning methods such as clustering, prediction, etc. [11]. 

In complex network analysis, the question of whether it exists a hidden (latent) geometry from 

which complex connectivity emerges has recently attracted the attention of the community [12-14] and is 

getting more and more ground. The possibility to find an effective congruency between brain network 

characteristics and its representation in hyperbolic spaces offers thus the possibility to understand its 

structure, and address the study of brain organization in a novel and promising framework. 

In a previous study [15], we showed that intracranial EEG connectivity estimated from daily resting-

state recordings, allowed to identify preictal states. In this study, instead of studying the original values of 

connectivity matrices, we used network-embedding methods to capture non-trivial connectivity structures 

to predict the risk of seizure occurrence. Our approach aimed at exploring non-Euclidean geometries to 

represent functional brain networks of patients with epilepsy, and to work in a more space representation 

to unveil properties that could potentially result in robust biomarkers for seizure forecasting. 

 

Methods 

 

w Data acquisition 

The dataset used in this study was previously presented in [15]. Briefly, daily 10-minute resting-

state periods were obtained in 10 patients (mean age 30.7 years) with drug-resistant focal epilepsy who 

intracranial EEG January 2019, to July 2021. The mean number of daily recordings per patient was 11. 

 Each daily recorded period was labelled as ‘preictal’ in case of electro-clinical seizure occurred in 

the next 24 hour, or ‘interictal’ otherwise. The approved by an institutional review board (C11-16 and 

C19-55 INSERM sponsor). 

Connectivity graphs were derived from matrices of synchrony estimated between pairs of signals 

during 20-second non-overlapping epochs. Phase-locking values (PLV) were obtained in the typical EEG 

frequency bands (delta 1-4 Hz, theta 4-8 Hz, alpha 8-13 Hz, beta 13-30 Hz, low gamma 30-49 Hz and 
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high gamma 51-90 Hz). Only contacts in the gray matter were considered and a bipolar montage between 

adjacent contacts was applied. We classified the location of each contact according to the functional zone: 

seizure onset zone, irritative zone or ‘putative’ healthy zone. 

 

w Preictal state forecasts 

Our method consisted in embedding connectivity graphs into a hyperbolic geometrical space – 

more specifically into the Poincaré’s disc model – to find differences between preictal and interictal 

connectivity networks. Connectivity difference for each single node, from the group of networks of 

interictal days was obtained through the following steps: 

i)  a filtering step of all the connectivity (PLV) matrices. This step consisted in keeping all 

the most meaningful connectivity structures by removing the weakest edges until reaching a fixed mean 

degree of 3 for the whole network [16]; 

ii) an embedding of all the graphs in the hyperbolic disk by using the coalescent embedding 

method [10]. Briefly, for a connectivity graph, the weight of the edges was modified using a repulsion 

attraction rule, giving more weight to edges having a bigger connectivity role for information transmission. 

The resulting matrix was then projected in a 2-dimensional space with a non-linear dimension reduction 

method (i.e., Laplacian eigenmaps). Next, the projected nodes underwent an equidistant adjustment in the 

polar coordinates: the angular coordinates of the nodes were modified by keeping the angular order of the 

node but standardizing the angle between 2 neighbors' nodes in the circle. Each radius was finally modified 

according to his rank by ordering the nodes according to their increasing degree (the number of 

connections in the original graph obtained in step i); 

iii) a Gaussian distribution in the hyperbolic space was defined for each node using the 

embedding of all connectivity matrices of interictal days, considered here as the reference class [14]; 

iv) for any new embedded connectivity graph, we looked at each node position in the 

hyperbolic disc and calculated its error using the learned Gaussian model. This error measured the 

connectivity difference (from each node) from the interictal days model. 

In a pseudoprospective approach, we used n-days from each class to train the model (Figure 1). By 

means of a Student t-test estimated for each point in the hyperbolic disk, we compared the embedded 

connectivity of both classes to define a region of interest (ROI). Once the model was trained, we compared 

all the embedded networks of the next days we wanted to predict to get hyperbolic error discs. We took 

the mean error in the ROI and, through a logistic regression function, we calculated the probability of each 
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new day (out of the first n-days) of belonging to the interictal class. For each patient, we combined the 

error values in ROIs obtained from networks at each frequency band, and looked for the combination that 

provided the best prediction as measured by the AUC values.   

Classification performances were firstly assessed by the area under the receiver operating 

characteristic curve (AUC), which takes values between 0.5 for a random classification to 1 for a perfect 

classification; and the F1 Score, which is the weighted average of the recall and precision; and the 

accuracy. To evaluate forecasting performances, we also computed the Brier score, which ranges from 0 

(perfect prediction) to 1 (worst prediction) [18]. 

 

Results 

 

When only one day (n=1) from each class was included in the training set, the median accuracy of 

prediction was equal to 0.75 [min. 0.23, max. 1]. Nevertheless, this value raised to 1 [min. 0.5, max. 1] 

when the model was trained with 3 days from each class, or when considering all the previous days to 

predict a new day (Figure 2). Similarly, forecasts provided a median F1-score of 0.74 [min. 0.23, max. 1] 

when using a single day as learning set and a F1-score of 1 [min. 0.61, max. 1] (Figure 2). We compared 

our method with a simple prediction method that systematically attributed to a new day the category of the 

previous one (the basic assumption is that when patients have a seizure at a given day, a new seizure is 

more likely to occur the next day). This simple prediction method provided an accuracy of 0.76. In the 

most discriminant conditions (with a learning based on at least 3 previous days), the hyperbolic geometry 

model provided better daily predictions, which clearly suggests that connectivity conveys more 

discriminant information. 

Overall, 6 patients over 10 had no error in the predictions, 2 patients had only one day mispredicted 

(in both cases, it involved the first interictal day after 2 preictal days) and 2 patients had respectively two 

and four mispredicted days. Forecasts yielded a mean Brier value was 0.198 (min. 0.06, max. 0.25), which 

suggested a good prediction model.  
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Discussion 

 

Our study confirms our previous findings suggesting that intracranial EEG connectivity obtained 

from vigilance-controlled resting-state recordings can accurately forecast the risk of upcoming seizure. 

Besides, our results suggest that non-Euclidean geometry might offer a larger dimension of information 

and increase the discrimination between interictal and preictal states. We highlighted a clear improvement 

of prediction performances simultaneously with the amount of learning data. We believe long-term or 

very-long-term recordings could considerably refine our results. In addition, it is interesting to notice that 

false positives obtained by this method were only detected in two patients, and only occurred immediately 

after consecutive preictal periods. This might indeed reflect a proictal condition, in which seizures are more 

likely to happen but homeostatic control mechanisms could stop their emergence.  

Specifically, this study reveals that non-Euclidean geometries are an appropriate framework to 

represent non-trivial connectivity features, providing thus a promising tool for accurately forecasting the 

daily risk of upcoming seizure(s). It is worthy noticing, however, that alternative non-Euclidean 

embeddings can be used (eg., spherical, elliptic). Similarly, other hyperbolic spaces such as Lorentz-Klein, 

d-dimensional Poincaré’s ball, or half-space model are alternatives to represent the brain connectivity 

graphs. 

Our study has some limitations. First, the vigilance-controlled resting-state iEEG recordings were 

obtained from hospitalized patients (candidates for a presurgical evaluation). Although we did not find 

trivial correlations between occurrence of seizures and the controlled medication tapering, inpatients 

remain far from real-life conditions. Second, the limited number of patients do not allow a direct 

generalization of our model. Our results suggest, however, a promising tool in seizure forecasting based 

on a single daily measure embedding in a non-Euclidean space.  

 

In summary, embedding intracranial EEG connectivity into a hyperbolic space is a promising tool 

for seizure forecasting, which may help represent complex data and capture discriminant information 

between interictal and preictal states. 
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Figure 2. Prediction performances and amount of learning data 

Figure 2 legend: Larger amount of learning data significantly improved accuracy and F1-score. Each dot 

represents the metric performance for one patient. The ‘previous day prediction’ model refers to the simple 

approach based on the seizure anteriority. 
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PARTIE 4. ÉTUDE DES ENREGISTREMENTS D’ACTIVITES UNITAIRES 

DE NEURONES IN VIVO AVANT LES CRISES 

 

I. Introduction 

L’utilisation de microélectrodes intracérébrales, intégrées dans les macroélectrodes classiques 

utilisées en routine dans le cadre des explorations en stéréo-électroencéphalographie, permet d’enregistrer 

des activités unitaires de neurones. Des comportements hétérogènes ont été individualisées dans des 

populations de neurones uniques putatifs (single-unit activity) lors de l’étude de la phase de transition 

intercritique/critique : certains neurones augmentaient leur fréquence de décharge, d’autres la diminuaient, 

alors que certains ne présentaient aucune modification de comportement (Truccolo et al. 2011; Lambrecq 

et al. 2017). 

Nous faisons l’hypothèse que des changements de comportement à l’échelle neuronale – qu’il 

s’agisse de modifications individuelles ou interindividuelles entre neurones – pourraient survenir durant la 

période précritique (Figure 24). 

L’objectif de cette étude est d’analyser sur des périodes prolongées les comportements 

neuronaux au cours du temps à la recherche de modifications uni ou multivariées durant la période 

précritique. 

 

 

 

 

  

 

 

 

 

 

 

Figure 24. Modifications précritiques hypothétiques de l’activité unitaire de neurones  

Intercritique Crise 
Pré-

critique 
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II. Méthodologie 

w Implantations intracérébrales de microélectrodes 

L’implantation de macroélectrodes intracérébrales (AdTech®, Wisconsin) a été réalisée dans le 

cadre des explorations cliniques préchirurgicales d’une épilepsie focale pharmacorésistante chez des 

patients hospitalisés dans l’unité d’épilepsie de l’Hôpital Pitié-Salpêtrière. Des microélectrodes de 

recherche ont été insérées à l’extrémité de certaines macroélectrodes. Cette étude a été approuvée par le 

comité d’éthique local (CPP Paris VI, INSERM C11-16 (2012-2020) ; INSERM C19-55). 

 

w Enregistrements continus de l’EEG intracérébral (EEGi)  

Les enregistrements combinés vidéo et EEGi étaient continus, 7j/7 et 24h/24, durant 2 à 3 semaines, 

dans le but d’enregistrer des crises d’épilepsie électro-cliniques. Nous avons utilisé le système 

d’acquisition Neuralynx® comportant 160 canaux (ATLAS, Neuralynx®, Inc., Bozeman, MO). La 

fréquence d’échantillonnage était de 4 kHz pour les macroélectrodes et 32 kHz pour les microélectrodes. 

Le choix de la référence était un macrocontact situé dans la substance blanche avec le moins possible 

d’activité pour les macroélectrodes et un des huit microcontacts pour les microélectrodes. Le filtre passe-

bande appliqué était de 0,1 Hz-1000 Hz pour les macroélectrodes et 0,1 Hz-4000 Hz pour les 

microélectrodes. Une description détaillée des techniques d’implantation, du système d’acquisition et de 

l’amélioration de la qualité des enregistrements par les microélectrodes intracérébrales a été publiée par 

notre équipe (Annexe 1) (Lehongre et al. 2022). 

 

w Sélection des patients 

Parmi les patients enregistrés, nous avons sélectionné ceux présentant :  

i)  des crises d’épilepsie électro-cliniques enregistrées durant le séjour ;  

ii) une microélectrode localisée dans la zone épileptogène ou seizure onset zone : une étape de 

relecture des tracés EEGi a consisté à définir l’emplacement des microélectrodes implantées (seizure onset 

zone, zone irritative, zone saine putative) ; 

iii) de l’activité unitaire enregistrée par les microélectrodes : une deuxième étape a ainsi consisté à 

rechercher la présence d’activités unitaires sur les données brutes durant la période précédant les crises 

d’épilepsie. 
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Figure 25. Délimitation de la crise d’épilepsie 
Les signaux de couleur représentent les macrocontacts (bande passante 0,1-200Hz, gain 300µV/cm), en 

noir les microcontacts (bande passante 0,1-200Hz en haut, 300-3000Hz en bas ; gain 150µV/cm). 
Montages bipolaires, base de temps 15 sec. A) Le début de la crise d’épilepsie est placé au début de 

l’activité rythmique visualisée sur les macrocontacts hippocampiques (ligne rouge). B) Développement 
de la crise. C) Placement du marqueur de fin de crise (ligne rouge). 

A 

B 

C 
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w Sélection des crises d’épilepsie 

Une fois les patients sélectionnés, il convenait d’identifier puis sélectionner les crises à étudier. Une 

relecture des tracés de crise était donc nécessaire pour 1) localiser et marquer le début et la fin électriques 

de chaque crise (Figure 25), et 2) évaluer la quantité d’activités unitaires enregistrées sur les fichiers 

précédant la crise, car seules les crises disposant d’activités unitaires durant la période précritique étaient 

retenues. 

 

w Rejet d’artefacts 

Une étape de prétraitement des signaux des microélectrodes était ensuite réalisée sur les fichiers 

précédant l’apparition des crises sélectionnées des patients inclus. Nous avons choisi de réaliser un rejet 

d’artefacts manuel (marquage des périodes présentant des artefacts afin de les exclure par la suite des 

analyses) sur une période de 30min à 4h maximum avant la crise d’épilepsie (Figure 26).  

 

w Tri des potentiels d’action ou spike sorting 

Une fois les artefacts exclus, nous avons réalisé une détection puis un tri des potentiels d’action ou 

spike sorting en utilisant l’outil Spyking Circus (Yger et al. 2018). Cette méthode permet de détecter les 

potentiels d’action puis de les trier en activités unitaires putatives de neurones en plusieurs étapes : 

i) filtrage : filtre passe-haut > 300 Hz ;  

ii) détection des potentiels d’action par seuillage ;  

iii) étape de whitening sur une période sans potentiel d’action, afin de supprimer les fausses 

corrélations spatio-temporelles entre les canaux ;  

iv) analyse en composantes principales : pour chaque potentiel d’action détecté dans un sous-

échantillon, les composantes principales permettant de distinguer au mieux la forme du potentiel sont 

gardées pour l’étape suivante ; 

v) constitution de différents groupes de potentiels d’action ou clustering : chaque potentiel d’un 

sous-ensemble est assigné à un groupe ou cluster en fonction du centroïde le plus proche ; 

vi) étape d’appariement des potentiels d’action à un groupe ou cluster sur l’ensemble des données. 
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Figure 26. Étape de rejet d’artefacts 
Les signaux de couleur représentent les macrocontacts (bande passante 0,1-200Hz, gain 300µV/cm), en 

noir les microcontacts (bande passante 0,1-200Hz en haut, 300-3000Hz en bas ; gain 150µV/cm). 
Montages bipolaires, base de temps 20 sec (A) et 30 sec (B). A) Nombreux artefacts amples diffus 

touchant les microélectrodes (LFP et activités unitaires). Le début de la crise est visible sur les 
macrocontacts hippocampiques (ligne rouge). B) Autre exemple d’artefacts affectant les 

microélectrodes, également diffus, mais peu amples et principalement visualisés après filtrage > 300 Hz.  
 

w Visualisation et traitement des données 

Nous avons ensuite visualisé nos données en utilisant phy (https://github.com/cortex-lab/phy). Cette 

interface permet d’afficher les résultats du spike sorting : chaque cluster d’activités unitaires est représenté, 

avec la possibilité d’évaluer la fréquence de décharge et la distribution de l’amplitude au cours du temps, 

A 

B 
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l’intervalle inter-spike (ISI), ainsi qu’un autocorrélogramme ou des corrélogrammes croisés avec les autres 

clusters (Figure 27). 

Cette étape permet de contrôler les différents clusters identifiés et de les classer selon qu’il s’agisse 

d’un cluster d’artefacts, d’un cluster d’activités unitaires (single-unit activity, SUA) ou d’un cluster 

d’activités multi-unitaires (multi-unit activity, MUA). On peut également être amené à fusionner deux 

clusters d’activités unitaires si les différentes métriques orientent vers une activité unitaire de neurone 

unique putatif (Figure 27). 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 27. Visualisation des résultats du spike sorting sur « phy » 
On peut observer les caractéristiques de deux clusters d’activités unitaires, un rouge et un bleu. Les 

différents paramètres représentés sont la fréquence de décharge au cours du temps (en haut à gauche), la 
morphologie du potentiel d’action moyen (waveform, au milieu et en haut), l’intervalle inter-spike (au 

centre), les autocorrélogrammes et corrélogrammes croisés (au milieu et en bas) et l’amplitude au cours 
du temps (en haut à droite). Les caractéristiques très similaires des deux clusters sont en faveur d’un 

unique neurone et donc d’une fusion des deux clusters. 
 

 

 



Partie 4. Enregistrements d’activités neuronales in vivo 

159 

 

w Analyses statistiques  

Nous avons réalisé des analyses univariés pour chaque cluster : fréquence de décharge (moyenne et 

écart-type), facteur de Fano, coefficient de variation (CV et CV2) et nombre de bursts. Nous avons 

également étudié les interactions entre neurones par la mesure de synchronie de trains de potentiels 

d’action. Nous avons utilisé l’interface Spiky et plus précisément la mesure SPIKE-distance (Bozanic et 

Kreuz 2013; Kreuz et al. 2015). Le SPIKE-distance est une mesure de dissimilarité entre la survenue de 

plusieurs trains de potentiels d’action (Kreuz et al. 2011, 2013). 

 

III. Résultats préliminaires 

Nous avons identifié 23 patients ayant eu au moins une microélectrode sans la seizure onset zone. 

Quatre patients ont été exclus en raison de l’absence de crise enregistrée ou de données inexploitables 

(artefacts majeurs et/ou absence d’activité unitaire). Sur les 19 patients sélectionnés, les étapes de 

sélection/marquage des crises, rejet d’artefacts et spike sorting ont été réalisées à ce jour chez 8 patients. 

L’âge moyen était de 33,3 ans (min. 19, max. 55) et 7/8 avaient un foyer épileptique temporal interne.  Le 

nombre moyen de crises par patient ayant pu être analysées durant la période précritique était de 3,4 (min. 

1, max. 8).  

Nous présentons les données préliminaires de 4 patients, chez qui les étapes de visualisation des 

données et traitement des différents clusters (artefacts, SUA, MUA, fusion) ont pu être appliquées. Un 

total de 8 périodes précritiques a été analysé, d’une durée moyenne de 2 heures (min. 48.3 minutes, max. 

3.7 heures). Nous avons retenu en moyenne 2,5 clusters par période précritique étiquetés single-unit 

activity (min. 0, max. 6), et plus rarement des clusters étiquetés multi-unit activity (un cluster retrouvé sur 

3 périodes précritiques). Le nombre moyen d’unités par période précritique était de 27628,25 (min. 1516, 

max. 79937). 

Les analyses uni et bivariées n’ont pas montré visuellement de modifications évidentes durant la 

période précritique (Figures 28 et 29). Des mesures statistiques vont être appliquées afin de déceler des 

modifications plus subtiles de certains comportements neuronaux (mesures comparatives, comparaison à 

une période de référence intercritique, etc.). 
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Figure 28. Analyses univariées des activités unitaires au cours du temps 
Représentation pour un patient donné des différentes analyses univariées (analyses fréquentielles, 
fréquence de décharge, nombre de bursts, CV et CV2). Le graphe du haut représente la période 

d’analyse complète et celui du bas un zoom sur les 300 secondes précédant la crise. La crise survient au 
temps 0. 
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Figure 29. Analyses bivariées des activités unitaires au cours du temps 

Représentation pour un patient donné d’une mesure de dissimilarité entre les trains de potentiel d’action 
de deux neurones putatifs différents. Le graphe du haut représente la période d’analyse complète et celui 

du bas un zoom sur les 300 secondes précédant la crise. La crise survient au temps 0. 



Résultats 

162 

 

IV. Discussion et perspectives 

Nos résultats préliminaires n’apportent pas encore d’arguments pour des modifications précritiques 

évidentes à l’échelle neuronale. Il ne s’agit cependant que des données issues d’un nombre limité de 

patients, aussi il est nécessaire de poursuivre les analyses sur l’ensemble de la cohorte de patients 

sélectionnés. Par ailleurs, les données actuellement analysés présentaient parfois de nombreux artefacts 

ayant été rejetés durant la phase de prétraitement des signaux.  

Je poursuis actuellement les analyses des comportements individuels et interindividuels d’activité 

unitaire de neurones durant les périodes précritiques. Je compte par la suite effectuer des analyses de type 

chaîne de Markov, particulièrement adaptées à l’étude des processus dynamiques aléatoires, et qui pourrait 

s’intéresser aux successions de décharges entre les différents neurones.  
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PARTIE 5. ÉTUDES IN VITRO SUR TRANCHES DE TISSU CEREBRAL 

HUMAIN  

 

I. Introduction 

Des enregistrements in vitro sur tranches de cortex cérébral humain ont pu mettre en évidence des 

décharges précritiques sous contrôle glutamatergique avec une morphologie particulière précédant la 

survenue des crises (Huberfeld et al. 2011). Ces études ont été réalisées exclusivement sur des exérèses de 

sclérose hippocampique. Or, l’hippocampe est un archicortex qui présente des réseaux et des sous-types 

neuronaux bien particuliers. Dans le néocortex, la microarchitecture est différente, souvent organisée en 

colonnes, et il y a un nombre d’interneurones différents. Les études in vitro du néocortex épileptique 

humain sont rares, et les crises sont parfois difficiles à enregistrer – à moins d’utiliser des bloqueurs du 

GABAA mais ce qui limite considérablement la généralisation des données (Kandrács et al. 2019).  

L’étude des modifications précritiques in vitro de tissus épileptiques de localisations et d’étiologies 

différentes pourrait élargir nos connaissances des mécanismes physiopathologiques sous-tendant 

l’ictogenèse. 

L’objectif de cette étude est d’enregistrer in vitro des tranches de cortex cérébral épileptique 

en per-opératoire afin de mettre en évidence des modifications précritiques de comportement des 

populations neuronales et de les associer à d’éventuelles anomalies histologiques. 

Ce travail a été réalisé en collaboration avec Florian Donneger et Jean-Christophe Poncer de l'équipe 

"Plasticité des réseaux corticaux et épilepsie" de L’institut du Fer à Moulin (INSERM U1270). 

 

II. Méthodologie 

 

w Patients 

Nous avons étudié le tissu cérébral épileptique au décours d’une exérèse du foyer épileptogène 

réalisé dans le cadre de la prise en charge chirurgicale des épilepsies focales pharmacorésistantes. Les 

patients ont donné leur consentement écrit éclairé.  

Cette étude a été approuvée par le comité d’éthique local (étude TIPI, CPP INSERM C16-16). 
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w Transport et découpe du tissu 

Une fois l’exérèse du tissu effectué, il était immédiatement placé dans une solution de transport 

froide (0-4°C) et oxygénée constituée de : N-méthyl-d-glucamine 93mM, KCl 2,5mM, NaH2PO4 

1,2mM, NaHCO3 30mM, HEPES 20mM, D-glucose 20mM, acide ascorbique 5mM, pyruvate de 

sodium 3mM, MgSO4 10mM et CaCl2 0,5mM. Le pH cible était de 7,4 et l’osmolarité cible de 285-

290mOsm. 

Le tissu était amené le plus rapidement possible au laboratoire du Fer à Moulin (15-20min). Des 

tranches de 400µm d’épaisseur étaient découpées par vibratome (HM650V, Microm). Les tranches étaient 

ensuite placées dans une chambre d’interface pour incubation à 37°C avec du LCR de synthèse oxygéné 

composé de : D-glucose 10mM, KCl 3,5mM, NaHOC3 26mM, NaH2PO4 1,25mM, NaCl 126mM, 

CaCl2 1,6mM er MgCl2 1,2mM. 

 

w Enregistrements en MEA 

Les tranches étaient ensuite placées une par une dans la chambre d’enregistrement par multi-

electrode array (MEA) (Figure 30). Nous avons utilisé la station MEA2100 (Multi Channel Systems) 

équipé de 120 électrodes de 30µm de diamètre et espacées de 100µm, permettant un enregistrement 

extracellulaire de potentiels de champs locaux. Du LCR de synthèse oxygéné à 37°C était perfusé à un 

début de 6mL/min. 

Une solution pro-convulsivante "haut K+/bas Mg2+" pouvait être perfusée en extracellulaire : D-

glucose 10mM, NaHOC3 26mM, NaH2PO4 1,25mM, NaCl 126mM, KCl 6mM, MgCl2 0,25mM, 

CaCl2 1,6mM. 

  

 

 

 

 

 

 

 
Figure 30. Chambre d’enregistrement MEA 

Chambre constituée de 120 électrodes (Multi Channel Systems) 
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III. Résultats préliminaires 

Nous avons pu enregistrer in vitro le tissu cérébral réséqué de 6 patients. L’âge moyen des patients 

était de 23,2 ans (min. 18 ans, max 49 ans). Le foyer de résection était temporal dans 4/6 cas. L’analyse 

anatomopathologique était négative chez 4/6 patients ; un patient avait une dysplasie corticale focale 

frontale et une autre patiente une lipofuscinose neuronale focale. 

Nous avons enregistré 7 pièces opératoires chez 6 patients. Le nombre moyen de tranches analysées 

par pièce opératoire était de 7 (min. 3, max. 10). Nous avons mis en évidence des anomalies épileptiques 

sur 5/7 pièces opératoires, qui n’étaient que très sporadiques et apparues après perfusion de la solution pro-

convulsivante sur 2/5 des tissus. 

Nous avons réussi à enregistrer des crises sur un des tissus post-opératoires (néocortex temporo-

polaire) : sur les 10 tranches analysées, toutes présentaient des activités épileptiques spontanées, et des 

crises se sont développées sur 9/10 tranches après administration de la solution pro-convulsivante (Figure 

31). Chaque décharge était précédée d’une augmentation progressive de l’amplitude des anomalies 

épileptiques intercritiques (Figure 32). 

Nous avons pu enregistrer chez un autre patient des anomalies épileptiques pseudopériodiques (1,2 

Hz) très abondantes spontanées (néocortex temporal postérieur), avec une augmentation significative de 

la fréquence de décharge après ajout de la solution pro-convulsivante (Figure 33). L’administration d’un 

antagoniste des récepteurs GABAA (la gabazine) a fait complètement disparaître les anomalies 

épileptiques localisées et a laissé place à des oscillations diffuses de haute amplitude. L’ensemble a suggéré 

l’implication d’interneurones gabaergiques dans la genèse des anomalies épileptiques. Ces résultats ont 

été rapportés dans une revue scientifique en collaboration (Annexe 2) (Frazzini et al. 2022). 

 

IV. Discussion et perspectives 

Nous n’avons pu enregistrer des crises que sur un seul des tissus récupérés. L’augmentation 

progressive d’amplitude des anomalies épileptiques précritiques est concordante avec les modifications de 

morphologie rapportées au niveau hippocampique durant l’ictogenèse (Huberfeld et al. 2011).  

Plusieurs hypothèses peuvent expliquer le peu d’anomalies épileptiques enregistrées. Il peut s’agit 

de conséquences chirurgicales : le tissu est en effet déconnecté anatomiquement de son réseau épileptique. 

De plus les tissus enregistrés n’étaient parfois qu’une partie tronquée du foyer épileptique, pour des 

questions techniques d’exérèse. Ensuite, il était parfois difficile pour les chercheurs d’orienter 

convenablement la pièce afin de guider la découpe. A la différence de l’hippocampe qui présente des 
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structures facilement identifiables, nos exérèses néocorticales ne permettaient d’avoir de tels repères. De 

plus, la distinction de la substance blanche et de la substance grise était parfois compliquée (délitement du 

tissu, etc.). Enfin, notre technique d’enregistrement était peut-être limitée et une densité plus importante 

d’électrodes pourrait permettre de mieux couvrir le tissu cérébral et d’augmenter les chances d’enregistrer 

des activités.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 31. Enregistrement de plusieurs décharges épileptiques en MEA 
A. Plusieurs décharges sont enregistrées au cours du temps avec construction temporelle. B. Propagation 

spatiale des décharges aux différentes électrodes. 
 

A 

B 
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Figure 32. Modification précritique des anomalies épileptiques en MEA 
Augmentation progressive de l’amplitude des anomalies épileptiques durant la période précritique. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

Figure 33. Anomalies intercritiques enregistrées en MEA 
Anomalies épileptiques abondantes périodiques avec augmentation de la fréquence de décharge après 

perfusion d’une solution excitatrice et disparition des anomalies après perfusion de gabazine, un 
antagoniste des récepteurs GABAA. 
(Figure issue de Frazzini et al., 2022) 
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Discussion générale 

 

 

Au cours de ce travail, nous avons cherché à identifier des modifications spécifiques d’un état 

précritique afin d’individualiser des biomarqueurs qui pourraient être appliqués en pratique clinique. 

L’approche probabiliste de nos modèles de prédiction – adaptée à l’estimation du risque de crise – est en 

accord avec les données actuelles de la littérature. Les nouvelles stratégies de prédiction des crises 

s’orientent davantage vers une conception non-déterministe afin de mieux s’adapter aux dynamiques 

complexes ponctuées d’évènements stochastiques de l’épilepsie. 

Nous discuterons d’une part des enjeux cliniques et d’autre part des problématiques 

méthodologiques soulevés par nos travaux, et enfin nous aborderons les différentes perspectives 

scientifiques dans l’identification de modifications précritiques. 

 

PARTIE 1. QUELS SONT LES ENJEUX CLINIQUES A RELEVER ? 

I. La définition de la période précritique 

Par essence, il n’y a pas de définition temporelle ou délimitation claire de la période précritique, 

puisqu’il s’agirait d’une période de transition d’installation progressive jusqu’à la survenue d’une crise. Si 

les stratégies initiales visaient à détecter des modifications dans le secondes à minutes précédant la crise, 

les nouvelles stratégies probabilistes proposent une estimation du risque de crise sur des périodes 

prolongées pouvant aller jusqu’à 24h avant la crise (Cook et al. 2013; Proix et al. 2021). 

Dans nos différentes approches – cliniques, ECG et EEG – nous avons choisi de réaliser une mesure 

unique quotidienne, au repos, afin d’estimer le risque de crise sur les prochaines 24h. Cette stratégie 

présente un intérêt pratique évident et repose sur une méthode réaliste dans l’éventualité d’une application 

pratique. Cependant, une mesure ponctuelle chargée d’estimer une probabilité de crise sur une période 

beaucoup plus étendue ne peut rendre compte que des dynamiques lentes mais pas de changements d’état 

rapides. Cette approche, qui est plutôt dédiée à la recherche d’un état procritique, est donc à risque de faux 

négatifs. 
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II. Techniques invasives versus non-invasives 

Les modèles de prédiction des crises basés sur les données EEG ont principalement été réalisés sur 

des enregistrements intracrâniens, afin de traiter une information située le plus proche possible du réseau 

épileptogène – particulièrement en cas de foyer profond (temporal interne, etc.). Le signal recueilli par les 

EEG intracrâniens est également moins perturbé par des artefacts (musculaires, etc.) et moins sujet aux 

effets de conduction volumique que celui des EEG de surface. De plus, les EEG de surface enregistrent 

également avec moins de précision les activités de hautes fréquences et de faibles amplitudes.  

Les résultats de notre évaluation de la connectivité cérébrale sont prometteurs et suggèrent des 

changements au sein du réseau épileptogène et de ses interactions – à petite et plus grande échelle – avec 

d’autres régions cérébrales qui pourraient refléter une connectivité particulière à risque de crise. 

Cependant, ces résultats ne sont issus que de la connectivité fonctionnelle intracérébrale, obtenue par le 

biais d’une intervention neurochirurgicale, nécessitant une hospitalisation continue durant plusieurs jours. 

Il est donc légitime de se demander si de telles modifications pourraient être individualisées à partir des 

signaux d’EEG de surface d’une part, et sur des enregistrements réalisés à domicile par le patient d’autre 

part. Des dispositifs permettant de réaliser des EEG non invasifs à domicile ont été développés ces 

dernières années (Biondi et al. 2022).  

Des dispositifs moins invasifs que les macroélectrodes intracérébrales permettant des 

enregistrements EEG intracrâniens d’ultra longue durée en ambulatoire sont (ou ont été) également 

disponibles et en cours d’évaluation dans le domaine de la prédiction des crises (le système RNS de 

NeuroPace, ou bien le système NeuroVista – finalement non commercialisé) (Cook et al. 2013; Baud et 

al. 2018; Proix et al. 2021). Ces dispositifs implantables semblent très prometteurs et permettent une 

stimulation corticale à visée thérapeutique en cas de détection d’une crise d’épilepsie. Il serait intéressant 

d’évaluer la possibilité de stimulation en cas de détection d’un pattern précritique (Nagaraj et al. 2015; 

Sisterson et al. 2019). 

Une autre question est celle de l’extraction non-invasive de signaux extra-cérébraux, et notamment 

l’activité ECG, électrodermale, etc. dans les méthodes de prédiction. Si leur enregistrement permet de 

s’affranchir de tout acte invasif, notamment par l’utilisation des dispositifs portables (montre connectée, 

smartphone, etc.), on peut s’interroger sur le niveau d’informations dont ils disposent pour identifier un 

état précritique par rapport aux enregistrements de l’activité cérébrale. Dans notre travail, nous avons en 

effet mis en évidence des performances nettement moindres des modèles utilisant la variabilité de la 

fréquence cardiaque au regard de ceux alimentés par les données de connectivité cérébrale. Cependant, les 

résultats faisaient mieux que le hasard, suggérant que des informations discriminantes pouvaient être 
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contenues dans les données ECG. Une approche multimodale non-invasive, associant des métriques issues 

de différentes modalités d’acquisition (cardiaque, sommeil, activité, humeur, etc.) pourrait améliorer les 

performances de prédiction. 

 

III. Quels impacts de la prédiction pour le patient ? 

Dans l’éventualité d’une estimation du risque de crise délivrée quotidiennement au patient, il faut 

se questionner sur l’effet d’une telle information sur sa vie quotidienne. À la différence d’un modèle 

déterministe – où la sortie concernant le risque de crise serait binaire : oui ou non – la probabilité du risque 

de crise est par définition incertaine. Si l’approche probabiliste semble beaucoup plus adaptée, pour des 

raisons physiopathologiques déjà abordées, la résultant d’un tel modèle amène son lot de questions. Si le 

principe d’incertitude était méthodologiquement séduisant, il l’est moins lorsque l’on s’interroge sur son 

application pratique. En effet, si le risque de crise varie de 0% à 100%, comment interpréter des 

résultats intermédiaires ? En d’autres termes, à partir de quelle probabilité peut-on estimer que le risque de 

crise est significatif et nécessite une quelconque intervention ?  

Le danger est donc une interprétation subjective du risque, qui pourrait amener son lot d’anxiété, de 

surconsommation de médicaments antiépileptiques « de secours » type benzodiazépines, etc. Une idée 

serait peut-être une approche mixte : probabiliste pour estimer le risque de crise en fonction des différents 

paramètres dynamiques, et déterministe pour la sanction thérapeutique – qu’il s’agisse de la prise d’une 

molécule antiépileptique d’action rapide ou d’une neurostimulation via un dispositif implantable. 

De même, l’effet de la prédiction en elle-même – qu’elle soit déterministe ou probabiliste – a 

nécessairement un effet de renforcement positif ou négatif chez le patient. En cas de démocratisation de la 

prédiction des crises auprès des patients, un phénomène de prophétie auto-réalisatrice pourrait être observé 

chez certains d’entre eux. Il serait judicieux, quand les techniques de prédiction seront entre les mains des 

patients, de recueillir leur expérience et leur avis sur une telle pratique. 
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PARTIE 2. QUELLES PROBLEMATIQUES METHODOLOGIQUES SONT A 

PRENDRE EN CONSIDERATION POUR LA PREDICTION DES CRISES ? 

 

Lors de la construction méthodologique de nos différentes études, plusieurs questionnements 

relatifs à la gestion des jeux de données, aux conditions d’enregistrement ou encore à l’interprétation des 

résultats se sont imposés à nous, en raison de leur impact possible sur la qualité de nos modèles de 

prédiction. 

 

I. La gestion des jeux de données 

1) Les données déséquilibrées 

L'un des principaux problèmes statistiques des algorithmes de prédiction des crises est le 

déséquilibre entre le nombre de données précritiques et intercritiques disponibles pour la phase 

d’apprentissage. La plupart des modèles de prédiction statistiques ont en effet tendance à être plus précis 

pour prédire la classe ayant le plus grand nombre d'échantillons d'entraînement. Pour lutter contre ce 

déséquilibre en faveur de la classe majoritaire, différentes méthodes de rééchantillonnage sont disponibles. 

Il peut s’agir d’un sous-échantillonnage de la classe majoritaire (dans notre cas, il s’agira principalement 

des données intercritiques) ou d’un sur-échantillonnage de la classe minoritaire (le plus souvent, les 

données précritiques), et ce afin d’atténuer ce biais et de rééquilibrer les données entre les deux classes 

(Varotto et al. 2021). Certaines méthodes d'apprentissage peuvent traiter ce problème de déséquilibre en 

attribuant des poids plus élevés aux échantillons de la classe minoritaire afin de modifier leur préférence 

pour la classe majoritaire (Zhou et Liu 2006; Park et al. 2011).  

Nous avons pris en considération ce biais lors de nos différentes approches par une technique de 

sur-échantillonnage des données de la classe précritique minoritaire basée sur les similarités des données 

existantes (SMOTE, synthetic minority oversampling technique) (Fernández et al. 2018). 

2) La fuite de données lors de la validation croisée 

La réalisation d’une validation croisée est gage de qualité lors de l’évaluation d’un algorithme de 

classification (King et al. 2021). Cependant, lorsqu’elle est appliquée sur la totalité des données (EEG ou 

autre) d’une même série temporelle, elle peut être à l’origine d’un biais courant. En effet, les données d’une 
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même série temporelle ne sont pas indépendantes, il existe des corrélations temporelles entre les segments 

consécutifs d’un enregistrement donné. Une division aléatoire des données dans les différents jeux 

d’apprentissage et de validation est donc source d’une fuite d’information qui sera à l’origine de 

performances de prédiction faussement élevées (Cherian et Kanaga 2022; West et al. 2023). Il est donc 

nécessaire d’introduire une condition de temps pour séparer les données d’apprentissage et de validation 

afin d’obtenir des performances non biaisées. Si la validation sur des segments d’enregistrement distants 

semble être une approche convenable, l'effet des cycles récemment décrit dans l'épilepsie doit cependant 

être pris en compte (Karoly et al. 2021a). Malheureusement, les enregistrements de très longue durée 

nécessaires pour évaluer l'influence statistique de ces facteurs de confusion sur les algorithmes de 

prédiction ne sont, à ce jour, pas disponibles pour l’ensemble de la communauté scientifique. 

Dans nos approches ECG et connectivité, nous avons appliqué une validation particulière appelée 

leave-one-day-out : pour chaque itération, un enregistrement quotidien de chaque classe était attribué au 

hasard à la phase de test et la phase d’apprentissage était alors réalisée sur le reste des données.  

3) Le surapprentissage du modèle 

La plupart des algorithmes d'apprentissage automatique utilisent, dans une approche rétrospective, 

l'ensemble des données disponibles pour apprendre et tester les modèles de prédiction. Cette optimisation 

à l'intérieur de l'échantillon de données entraîne un surapprentissage et généralement une surestimation des 

performances du modèle, qui ne sont généralement pas reproduites lorsqu'elles sont testées sur de 

nouvelles données (provenant de nouveaux patients ou de nouveaux enregistrements) pour lesquelles les 

paramètres appris du modèle peuvent ne plus être optimaux. Pour tout algorithme de prédiction, 

l'évaluation des performances de prévision sur une configuration prospective ou quasi-prospective est 

nécessaire pour évaluer son efficacité clinique (Beniczky et al. 2021). 

 

II. L’état de vigilance lors des enregistrements EEG 

Lors de l’étude de la connectivité fonctionnelle cérébrale au cours du temps, nous avons été 

confrontés au problème de l’état de vigilance du patient. En effet, lors des enregistrements EEG 

intracérébraux prolongés de plusieurs semaines, le patient alterne constamment entre l’éveil, la 

somnolence et le sommeil – lui-même constitué de plusieurs states (somment lent léger N1 et N2, sommeil 

lent profond N3 et sommeil paradoxal). Or, la connectivité cérébrale varie de manière physiologique avec 

les différents stades de vigilance. Il est donc nécessaire d’interpréter de possibles modifications de la 

connectivité fonctionnelle à la lumière de l’état de vigilance précis du patient (Schelter et al. 2006), ce qui 
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n’est possible qu’avec un enregistrement polysomnographique comprenant des capteurs oculaires (afin de 

mettre en évidence les mouvements oculaires rapides du sommeil paradoxal) et des capteurs musculaires 

(pour détecter la survenue d’une atonie musculaire propre au sommeil paradoxal), en plus des électrodes 

EEG de surface permettant de mettre en évidence l’apparition des figures physiologiques liées au sommeil 

(fractionnement de l’alpha et apparition d’un rythme de fond thêta avec des pointes vertex en N1, 

complexes K et fuseaux du sommeil en stade N2, activité lente diffuse delta en stade N3). 

Un tel montage n’était pas disponible en permanence durant la durée du séjour. Nous avons donc 

décidé de réaliser des mesures itératives durant un protocole de repos quotidien afin de contrôler l’état de 

vigilance et de pouvoir comparer la connectivité fonctionnelle entre les périodes intercritiques et 

précritiques, sans biais lié aux variations physiologiques de la connectivité. Lors de l’étude des 

modifications de comportement d’activités unitaires de neurones au cours du temps, il conviendra de 

prendre également en compte ce biais afin de ne pas interpréter comme pathologiques des comportements 

qui résulteraient de changements physiologiques.  

 

III. L’interprétation des dynamiques précritiques 

1) Différents scénarios possibles 

Nous avons illustré différents scénarios que l’on pourrait rencontrer lors de l’analyse d’une métrique 

obtenue à partir des signaux EEG, ECG, ou autre, au cours du temps, à la recherche de modifications qui 

signeraient un état précritique Figure 34). 

Le premier serait le scénario idéal, où une métrique fluctuerait au cours du temps et franchirait un 

seuil spécifiquement durant la période précritique. Ces modifications pourraient être brutales ou bien 

progressives au cours du temps. 

Le deuxième scénario serait plus problématique en termes d’interprétation. Il s’agit d’une métrique 

qui franchirait un seuil durant la période précritique, mais également en dehors, amenant à questionner sa 

spécificité. Dans ce cas précis, étudier les durées de franchissement du seuil est intéressante, afin de les 

comparer entre les périodes intercritiques et précritiques. 

Enfin, un troisième scénario refléterait les variations physiologiques d’une métrique au cours du 

temps, pouvant être associées à la survenue d’une crise (par exemple, le sommeil). Cependant, les 

modifications précritiques observées – issues d’un processus physiologique et non pathologique – ne 

pourraient pas être interprétées comme une signature spécifique de l’état précritique. 
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Figure 34. Différents scénarios de dynamiques précritiques 
A et B. Scénarios idéaux avec augmentation spécifique d’une métrique (abruptement A, 

progressivement B) durant la période précritique. 
C et D. Scénarios incertains : augmentation d’une métrique durant la période précritique mais également 

en dehors. Plusieurs possibilités : il peut s’agir de faux positifs reflétant un état procritique mais 
n’aboutissant pas à une crise, ou alors il s’agit d’une métrique peu spécifique (surtout quand elle dépasse 

davantage le seul durant la période intercritique, D). 
E. Fluctuations physiologiques d’une métrique (par exemple, le sommeil) pouvant augmenter le risque 

de crise mais sans spécificité. 



Partie 2. Problématiques méthodologiques 

177 

 

2) Comment interpréter les faux positifs ? 

La détection de faux positifs – des états intercritiques prédits à tort comme précritiques – doit être 

interprétée à la lumière de méthodologie employée. En effet, il convient de différencier un faux positif 

déterministe (crise/pas crise) d’un faux positif probabiliste (Freestone et al. 2017). Si l’on considère qu’il 

existe un état procritique – une condition particulièrement à risque de crise d’épilepsie mais dont la mise 

en jeu de mécanismes homéostatiques pourrait stopper son apparition – on peut imaginer que des 

modifications par rapport à un état intercritique de référence puissent être mises en évidence. On 

observerait ainsi une un changement d’état – suffisamment significatif pour être considéré comme une 

prédiction positive – sans qu’il n’y ait inexorablement l’apparition d’une crise au décours. Une telle 

conception aurait une influence majeure sur la signification de faux positifs, qui pourraient être la 

retranscription d’un état procritique n’évoluant pas un état précritique puis la crise.   

Une étude a comparé deux algorithmes de prédiction radicalement différents sur des données 

d’EEG intracérébral et a mis en évidence une cohérence forte entre les deux méthodes concernant les 

prédictions (déterministes) de crise correctes mais également erronées (Müller et al. 2022). Cette 

concordance de résultats faux positifs est en faveur de modifications authentiques mais dont l’analyse 

déterministe empêche toute considération procritique. Une autre hypothèse est qu’il s’agisse en réalité de 

phases de sommeil détectées comme un état précritique par les deux algorithmes.  
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PARTIE 3. QUELLES PERSPECTIVES DANS LE DOMAINE DE LA 

PREDICTION DES CRISES ? 

 

I. Vers un système de prédiction idéal ? 

Les caractéristiques idéales d’un système de prédiction des crises pourraient comprendre, de 

manière non exhaustive : 

 

ü Une approche multimodale 

Augmenter les types de sources d’information (EEG, ECG, symptômes prodromaux, etc.) et les 

combiner pourrait permettre d’évaluer concomitamment plusieurs systèmes, ce qui pourrait notamment 

être intéressant dans l’hypothèse où ces systèmes suivent des dynamiques temporelles différentes. 

 

ü Une évaluation à de multiples échelles de temps  

Prendre en compte les différents cycles (circadiens et multidiens notamment) semble nécessaire afin 

de suivre les dynamiques cycliques de phénomènes physiologiques (sommeil, menstruations, etc.) qui 

pourraient influer l’apparition des crises.  

 

ü Un dispositif non invasif 

Si les algorithmes de prédiction des crises ont principalement été étudiés et validés sur des signaux 

issus d’EEG intracrânien, améliorer la tolérance des dispositifs de recueil de données est primordiale. La 

réalisation d’EEG mobile à domicile ou l’implantation d’EEG « mini-invasif » sous-cutané pourraient être 

une alternative (Stirling et al. 2021b; Viana et al. 2021; Biondi et al. 2022), mais leur apport dans le 

domaine de la prédiction des crises n’a pas été étudié. 

 

ü Un dispositif portable 

Toujours dans l’optique de favoriser la tolérance (et donc l’adhérence du patient) aux dispositifs 

d’enregistrement, l’utilisation d’objets portables connectés (montre, téléphone, bague, etc.) semble 

adéquate. Le recueil d’informations sur le sommeil, la fréquence cardiaque, la température, les cycles de 

crises, l’état psychologique du patient est possible par ce type de procédé. Des études complémentaires 

sont cependant nécessaires pour une mise en application clinique. 
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ü Un recueil sur le long terme 

Le recueil de données sur le long terme a pour avantages d’obtenir des informations sur les différents 

cycles, mais également d’optimiser l’algorithme en augmentant la quantité de données d’apprentissage. 

Disposer de semaines, voire de mois d’enregistrements, et donc d’un grand nombre de périodes 

intercritiques et de crises devrait clairement faciliter les méthodes de prédiction. 

 

ü Un modèle sur mesure pour chaque patient 

Une approche indépendante du patient peut être proposée notamment en cas de données limitées. 

Le classifieur est alors conçu à l’aide des données de plusieurs patients. Cependant, les performances 

seront moindres qu’un modèle spécifique au patient, en raison de la grande variabilité interindividuelle. 

Pour les approches spécifiques au patient, l'optimisation du modèle est obtenue à partir des données d'un 

seul sujet, ce qui limite l'adaptabilité du domaine entre les différents patients. Les modèles d'apprentissage 

profond peuvent également être conçus pour fournir des modèles de prédiction spécifiques au patient 

(Cherian et Kanaga 2022).  

  

ü Une approche probabiliste 

Délivrer une prévision probabiliste semble être la stratégie la plus adéquate aux mécanismes 

dynamiques complexes sous-tendant l’épilepsie et au concept d’état procritique. Cependant, la décision 

d’intervention suivant la prévision (prise d’une molécule antiépileptique d’action rapide par exemple) 

pourrait être déterministe. 

 

ü Un procédé ambulatoire 

Tout l’enjeu de la mise en place de dispositifs non ou mini-invasifs, idéalement portables, est leur 

utilisation par le patient lui-même, à domicile. 

 

ü Validé en conditions réelles 

Il est enfin nécessaire que les algorithmes de prédiction des crises étudiés suivent une phase de test, 

sur de nouvelles données, en condition de vie réelle. En effet, les résultats obtenus en conditions 

parfaitement contrôlées d’enregistrement et d’analyse, chez des patients hospitalisés, peuvent être 

surestimés. De plus, une validation prospective est également primordiale. Les analyses 

pseudoprospectives apportent un certain niveau d’information mais le caractère stricto sensu rétrospectif 

des analyses limite leur généralisation. 
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II. Microélectrodes intracérébrales et activités neuronales  

 

Nous pensons qu’une des stratégies pour mieux comprendre la dynamique des activités neuronales 

précédant la crise consistera à suivre les activités d'une seule unité à partir de microélectrodes 

intracérébrales in vivo. Si les précédentes études ont mis en évidence que les neurones enregistrés dans la 

seizure onset zone n'étaient pas recrutés de manière synchrone au début de la crise (Truccolo et al. 2011; 

Lambrecq et al. 2017), des efforts doivent être faits pour effectuer une analyse à long terme des activités 

de neurones individuels afin de rechercher des comportements neuronaux spécifiques précédant les crises. 

L’étude que j’ai initiée durant ma thèse sur le suivi du comportement des neurones dans les heures 

précédant les crises devrait fournir des informations très précieuses, sur la diversité de la fréquence de 

décharge des neurones, leur synchronie, leur propension à décharger en burst, avant la survenue des crises. 

Par la suite, ce type d’étude devra porter sur de plus longues périodes, afin d’appréhender la spécificité 

d’éventuels changements précritiques. 

Mais de telles approches sont difficiles, car : 

 (i) elles nécessitent des enregistrements continus pendant des jours et des semaines, de grandes 

quantités de données de haute qualité. Des bases de données sont cependant maintenant disponibles, 

comme celle établie au sein de mon équipe de recherche (Lehongre et al. 2022) ;   

(ii) elles nécessitent de faire la distinction entre les changements physiologiques – liés par exemple 

aux stades du sommeil – et les changements pathologiques – comportements qui ne seraient enregistrés 

uniquement pendant les crises et les périodes précritiques ; 

(iii) elles nécessitent de nouvelles méthodes d'analyse d'apprentissage automatique, pour identifier 

des changements subtils de décharges de neurones. De telles approches ne pourraient pas être facilement 

appliquées à une large population de patients, ni sur de très longues périodes, mais elles pourraient 

permettre de mettre en évidence des comportements neuronaux liés à la période précritique. 

L’étude des activité multi-unitaires par MEA implanté en région néocorticale a permis de distinguer 

par apprentissage profond les périodes précritiques et intercritiques avec une bonne exactitude dans un 

petit groupe de patients (Proix et al. 2019). 
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III. Acquisition, prédiction et intervention en temps réel 

Un dispositif idéal pourrait acquérir les données et les traiter afin d’émettre une prévision 

probabiliste en temps réel à l’aide d’un algorithme directement intégré. Dans les premières études sur la 

prédiction des crises, les limites de certaines caractéristiques EEG (notamment non-linéaires) étaient liées 

à leur complexité algorithmique et à la difficulté d'intégrer des algorithmes dans des dispositifs en temps 

réel. Néanmoins, les progrès récents dans le domaine des processeurs offrent une perspective prometteuse 

pour le développement de systèmes de prédiction des crises entièrement intégrés.  

Le dispositif EEG implantable RNS (NeuroPace) suit en continu les données EEG sur des périodes 

ultra prolongées de plusieurs années mais ne les enregistre pas (Sun et Morrell 2014). Lorsqu’il détecte 

une activité électrique pathologique, il peut délivrer une stimulation au sein du foyer épileptique. On 

pourrait imaginer un système qui suive mais également enregistre l’ensemble des données, afin de mettre 

en évidence un pattern précritique spécifique chez un patient donné. La stimulation cérébrale pourrait alors 

se déclencher non pas lorsqu’une crise est détectée, mais en amont, durant la période précritique et ce afin 

de tenter de stopper la route vers la crise. 
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Conclusion et perspectives 

 

Plusieurs faisceaux d’arguments dans la littérature convergent vers l’existence d’une transition 

précritique, entre un état intercritique et la crise. La mise en évidence de modifications spécifiques de cette 

transition – une signature de l’état précritique – témoigne de ce changement d’état :  

• Des modifications cliniques, regroupant : les symptômes prodromaux – manifestations 

subjectives et « négatives » – mais également l’autoprédiction par le patient lui-même ; 

l’activité cardiaque et notamment la variabilité de la fréquence cardiaque qui reflète la 

balance sympathique/parasympathique du système nerveux autonome ; 

• Des modifications du débit sanguin cérébral, individualisées en imagerie cérébrale et 

notamment en IRM fonctionnelle – approche n’étant à l’heure actuelle pas adaptée à une 

application en pratique clinique ; 

• Des modifications de l’activité cérébrale électroencéphalographique : cette approche a 

l’avantage, par des techniques invasives d’EEG intracérébral, d’offrir une proximité 

anatomique avec le réseau épileptogène, de disposer d’une excellente résolution spatio-

temporelle, et d’être particulièrement adaptée à l’étude des réseaux à dynamiques 

complexes notamment par des mesures non-linéaires de connectivité. 

Les dernières années ont également été marquées par la possibilité, via des enregistrements de très 

longues durées, d’identifier des cycles de crises sous-tendus par des variations physiologiques, dont la 

périodicité est de l’ordre du jour (circadien), de plusieurs jours à semaines (multidien) ou bien du mois 

(circannuel). 

La prédiction des crises d’épilepsie, conditionnée par l’identification précoce d’un état précritique, 

est le graal de nombreux chercheurs et cliniciens depuis plusieurs décennies. La complexité d’étude de tels 

systèmes – dynamiques, non-linéaires, avec des comportements chaotiques et ponctués d’évènements 

stochastiques – a souvent remis en question la faisabilité de pouvoir, un jour, prédire avec précision les 

crises d’épilepsie.  

Les nouvelles stratégies de prédiction s’orientent vers une approche empruntée aux sciences 

météorologiques, les prévisions probabilistes. Le modèle déterministe ne représenterait en effet pas la 

complexité des systèmes étudiés, avec une réponse – binaire et invariable – jugée trop simpliste par 

certains. La théorie des probabilités pourrait mieux appréhender ces dynamiques complexes, en apportant 

un degré d’incertitude qui refléterait les variations du risque de crise au cours du temps. Un état procritique 
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– où le risque de crise est suffisamment significatif pour se distinguer d’un état de base intercritique – 

pourrait survenir mais l’évolution, qui mettrait en jeu des processus homéostatiques, ne se ferait pas 

inexorablement vers un état précritique puis la crise.  

L’avènement des nouvelles techniques d’apprentissage automatique – les modèles d’apprentissage 

profond (Figure 35) – a également rebattu les cartes. Un apprentissage en plusieurs couches de neurones 

artificiels permettrait aux algorithmes d’apprentissage profond d’obtenir des performances de prédiction 

supérieures aux algorithmes traditionnels. 

 

Dans notre travail, nous avons appréhendé la période précritique en plusieurs niveaux études : 

• Un niveau clinique, dans lequel nous avons pu mettre en évidence l’identification d’un état 

précritique par une combinaison de symptômes cliniques subjectifs et l’utilisation 

d’algorithmes d’apprentissage automatique. Cette approche a permis de développer une 

application mobile, afin de valider les performances de nos modèles statistiques de manière 

prospective et en condition de vie réelle ;  

• Un niveau électrocardiographique, dans lequel l’étude de caractéristiques linéaires et non-

linéaires de la variabilité de la fréquence cardiaque durant un état de repos quotidien a 

permis de distinguer une période précritique, mais la sensibilité des prévisions probabilistes 

nécessite d’être améliorée, possiblement par une approche multimodale ;  

• Un niveau électroencéphalographique, où l’étude de la connectivité fonctionnelle 

intracérébrale au repos a permis d’identifier avec une bonne précision les états précritiques, 

et de proposer des prévisions probabilistes prometteuses, au prix évidemment d’une 

technique d’analyse invasive. Transposer les matrices de connectivité dans un espace non 

euclidien hyperbolique pourrait permettre d’obtenir un niveau d’informations supérieur ; 

• Un niveau neuronal, par l’étude des activités unitaires de neurones in vivo : nous avons pu 

identifier et suivre au cours du temps l’activité de neurones durant la période précritique. 

Nous continuerons ces analyses chez d’autres patientes, puis appliquerons des méthodes 

statistiques pour évaluer leurs dynamiques individuelles et interindividuelles précritiques ;  

• Un niveau in vitro, par l’enregistrement des dynamiques précritiques sur tranches fraîches 

de cortex cérébral. 
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Figure 35. Exemples d’images générées par intelligence artificielle générative 

Images créées sur DALL-E (OpenAI) 
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Je poursuis actuellement mes travaux de recherche sur les enregistrements d’activités unitaires de 

neurones in vivo situés dans la seizure onset zone, sur des périodes prolongées de plusieurs heures, afin 

d’étudier leurs dynamiques précritiques. J’aimerais évaluer les changements de comportement précédant 

la crise, pour chaque neurone (comportements individuels) et également les comportements d’interaction 

entre les neurones (comportements interindividuels). 

Une étude clinique est également en cours de mise en place afin d’évaluer, de manière prospective 

et en condition de vie réelle, les performances de prédiction d’une combinaison de variables cliniques 

(symptômes prodromaux, facteurs favorisants, autoprédiction, cycles de crises) à l’aide de l’application 

mobile Epiday à destination des patients. 
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Résumé 

 

L’épilepsie se définit comme la répétition de crises, de symptomatologie variée, mais dont le 
caractère spontané et imprévisible rend compte du handicap chronique chez les patients. Près d’un tiers 
des patients est résistant aux médicaments antiépileptiques, c’est-à-dire que les crises d’épilepsie persistent 
malgré l’utilisation d’au moins deux molécules adaptées. L’étude des mécanismes sous-tendant la 
transition entre un état intercritique (littéralement « entre deux crises ») et la crise – l’ictogenèse – a 
longtemps suggéré l’existence de modifications précritiques. L’état précritique correspond à la période 
précédant la crise et constitue ainsi la pierre angulaire des méthodes de prédiction des crises. Individualiser 
des biomarqueurs précritiques sensibles et spécifiques pourrait permettre d’envisager des stratégies 
thérapeutiques afin de stopper la « route vers la crise ». 

Mon travail de thèse a eu pour objectif de caractériser des états précritiques à l’aide : i) de 
symptômes cliniques subjectifs ; ii) de mesures standardisées de l’activité cardiaque et de connectivité 
fonctionnelle intracérébrale ; iii) d’enregistrements d’activités neuronales in vivo et d’activités épileptiques 
in vitro chez des patients atteints d’épilepsie.   

Mon approche de l’état précritique s’est ainsi décomposée en plusieurs niveaux : 

1) L’évaluation de symptômes prodromaux mesurés à l’aide d’auto-questionnaires quotidiens chez 
des patients hospitalisés : plusieurs algorithmes d’apprentissage automatique, basés sur des séparateurs à 
vastes marges, ont mis en évidence de bonnes performances de prédiction de l’état précritique. Une étude 
clinique à l’aide de l’application mobile Epiday – développée sur la base de mes travaux de thèse – 
permettra d’analyser cette approche de façon prospective et en condition de vie réelle. 

2) L’analyse de la variabilité de la fréquence cardiaque – en tant que reflet de l’équilibre 
sympathique/parasympathique – au cours d’un protocole de repos standardisé quotidien, qui a permis une 
bonne distinction des états inter et précritiques à l’aide d’un classifieur. L’analyse pseudoprospective a 
montré des prévisions probabilistes du risque de crise(s) globalement correctes mais une sensibilité 
moyenne, nécessitant une amélioration dans l’optique d’une application clinique.  

3) L’étude de la connectivité fonctionnelle à l’aide d’enregistrements EEG intracérébraux, 
également durant des protocoles de repos quotidiens : l’algorithme de classification basé sur la synchronie 
de phase a montré les meilleures performances de distinction entre les états inter et précritiques dans la 
bande thêta. Ces résultats étaient significativement supérieurs à ceux du classifieur basé sur les anomalies 
épileptiques intercritiques. Les prévisions probabilistes quotidiennes du risque de crise(s) étaient par 
ailleurs prometteuses. Transposer les données de connectivité dans un espace géométrique hyperbolique 
a montré des résultats similaires. 

4) L’enregistrement in vivo de l’activité neuronale à l’aide de microélectrodes intracérébrales : j’ai 
pu, de façon préliminaire, identifier un grand nombre de neurones et suivre leur activité durant les heures 
précédant les crises. Je compte poursuivre mon travail de thèse en recherchant des modifications 
précritiques du comportement individuel et interindividuel de ces neurones.  

5) L’enregistrement in vitro sur tranches de tissu cérébral épileptique post-opératoire m’a permis 
d’enregistrer, de façon préliminaire, des anomalies intercritiques et précritiques, que j’ai pu corréler avec 
des données acquises in vivo.  

Mon travail de thèse a fourni de nouvelles données, suggérant l’existence de modifications 
dynamiques précritiques, en tirant bénéfice d’algorithmes d’apprentissage automatique et de la mise en 
place d’une évaluation quotidienne dans un état de repos standardisé. Mes travaux ouvrent la voie pour 
une analyse des modifications des activités neuronales enregistrées in vivo lors d’EEG intracérébraux.  


