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Titre :  Partitionnement non supervisé de données de grandes dimensions spatiale et spectrale pour 
l’aide à la décision. 

Mots clés : partitionnement non supervisé, données de grande taille, images hyperspectrales, aide 
à la décision, validation, sélection autonome d’échantillons d’apprentissage. 

Résumé : Le partitionnement d'un ensemble 
de données de grande taille, où le nombre de 
classes, d'échantillons d'apprentissage et 
d'autres connaissances a priori ne sont pas 
disponibles, pose un défi considérable. Ainsi, 
la conception de méthodes de partitionnement 
fiables, où toutes les décisions sont prises 
uniquement sur la base du tableau de données 
croisant objets/attributs est un problème 
complexe. Pour apporter une solution à ce 
problème, nous nous intéressons dans la 
cadre de cette thèse au développement de 
méthodes de partitionnement non supervisées 
et non paramétriques adaptées aux données 
de grande taille quel que soit le domaine 
applicatif. La première partie consacrée aux 
travaux de l’état de l’art présente d’abord les 

principaux critères d’évaluation d’une partition et 
donne ensuite une synthèse des principales 
méthodes de partitionnement mettant en évidence 
leurs avantages et leurs limites.  
La seconde partie présente les trois approches de 
partitionnement non supervisées développées. 
Pour confirmer leur caractère général, elles ont 
été appliquées à trois domaines : l’environnement, 
la reconnaissance des visages avec expressions 
et la médecine, avec des données acquises par 
des capteurs différents. Les évaluations montrent 
le succès des méthodes développées au vue de la 
pertinence des résultats. En effet, sans aucune 
intervention de l'utilisateur, les performances sont 
meilleures que celles des méthodes semi-
supervisées et non supervisées les plus efficaces 
de l’état de l’art. 

 

Title: Unsupervised partitioning of large spatial and spectral data for decision making. 

Keywords: unsupervised partitioning, large-size data, hyperspectral images, decision making, 
validation, autonomous selection of learning samples. 

Abstract: Partitioning a large-size dataset, 
where the number of classes, training samples, 
and other a priori knowledge are not available, 
poses a considerable challenge. Thus, designing 
reliable partitioning methods, where all decisions 
are made based on the objects/attributes cross 
data table only, is a complex problem. In order to 
address this problem, this thesis focuses on the 
development of unsupervised and nonparametric 
partitioning methods. Moreover, they are adapted 
to large-size data whatever the application 
domain.  
The first part dedicated to the state-of-the-art 
work first presents the main criteria for evaluating 
a partition and then gives a synthesis of the main 
 

partitioning methods highlighting their 
advantages and their limitations. The second 
part presents the three unsupervised 
partitioning approaches developed. To confirm 
their general character, they were applied to 
three domains: environment, face recognition 
with expressions and medicine; with data 
acquired by different sensors. The evaluations 
show the success of the developed methods in 
view of the relevance of the results. Indeed, 
without any user intervention, the performances 
are better than the most efficient semi-
supervised and unsupervised methods of the 
state-of-the-art. 
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Notation 

𝑋 = {𝑥1, 𝑥2, … , 𝑥𝑖, … , 𝑥𝑁} : l’ensemble des 𝑁 individus (ou objets) à partitionner 

Ai = (ai1, ai2, …, aiB) : vecteur d’attributs quantitatifs représentant l’individu 𝑥𝑖 

B : nombre d’attributs de 𝑥𝑖 

𝐻(𝑥𝑖) : fréquence d’apparition de l’individu 𝑥𝑖 

𝑁𝑐 : nombre estimé de classes  

𝐶𝑖 : 𝑖
è𝑚𝑒 classe formée 

𝑃 = {𝐶1, 𝐶2, … , 𝐶𝑖 , … , 𝐶𝑁𝑐
} : partition formée par une méthode de partitionnement  

𝑁𝐶𝑖
 : nombre d’individus dans la classe 𝐶𝑖 

𝐾 : nombre de classes de la vérité de terrain  

𝑉 = {𝑉1, 𝑉2, … , 𝑉𝑗, … , 𝑉𝐾} : vérité de terrain   

𝑉𝑗 : 𝑗è𝑚𝑒 classe de la vérité de terrain   

𝑁𝑉𝑗
 : nombre d’individus dans la classe 𝑉𝑗 

𝐺𝑖 : centre de gravité de la classe 𝐶𝑖 

𝑚 : paramètre de flou 

𝑆 : matrice de similarité 

𝑅 : matrice responsabilité  

𝐴 : matrice de disponibilité  

𝑝 : paramètre de préférence 

𝜆 : facteur d’amortissement 

𝐿𝑞 : norme d’ordre 𝑞 

𝑑(. , . ) : distance 

𝑑𝑞(. , . ) : distance associée à la norme 𝐿𝑞 
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Résumé 
Le partitionnement d'un ensemble de données de grande taille, où le nombre de classes, les 

échantillons d'apprentissage et d'autres connaissances a priori ne sont pas disponibles, pose un défi 

considérable. Ainsi, la conception des méthodes de partitionnement fiables, où toutes les décisions 

sont prises uniquement sur la base du tableau de données croisant objets/attributs est un problème 

difficile à résoudre. En effet, à mesure que les ensembles de données augmentent respectivement 

en taille et en dimension, la gestion des ressources, le temps d'exécution et l'espace mémoire 

deviennent importants, ce qui explique l’intérêt croissant que connait le partitionnement des 

données. Il existe par conséquent dans la littérature une abondance des méthodes de 

partitionnement pour de nombreux domaines applicatifs tels que : la géologie, l'agriculture, le 

militaire, la médecine, l’environnement et la sécurité. Cependant, ce problème est loin d’être résolu.  

Pour apporter une solution, relever les défis et atteindre les objectifs fixés, nous nous intéressons 

dans la cadre de cette thèse au développement de méthodes de partitionnement non supervisées et 

non paramétriques applicables aux données de grande taille quel que soit le domaine.  

La première partie de cette thèse consacrée aux travaux de l’état de l’art présente d’abord les 

principaux critères d’évaluation d’une partition, ensuite une synthèse des principales méthodes de 

partitionnement mettant en évidence leurs avantages et leurs limites. Les approches non 

supervisées, non paramétriques et hiérarchiques s’avèrent les plus adaptées au problème posé où 

aucune connaissance a priori sur les données à partitionner n’est admise.  

La seconde partie présente les trois approches de partitionnement non supervisées, non 

paramétriques et hiérarchique développées. Ces approches présentent plusieurs avantages, à 

savoir : (1) aucune connaissance a priori n'est requise ; (2) la stabilité des résultats grâce à leur 

caractère déterministe ; (3) la sélection optimisée de l'exemplaire de chaque classe autour duquel 

les individus sont agrégés ; (4) un temps de calcul très faible avec un traitement par blocs; (5) 

l’applicabilité aux données quelle que soit leur taille; (6) la possibilité d'élaborer plusieurs 

partitions hiérarchiques en indiquant la plus pertinente selon un critère objectif ; et enfin, (7) la 

possibilité de sélectionner objectivement les échantillons des classes pour un système 

d'apprentissage. Pour ce dernier point, une méthode autonome et non supervisée est développée 

dans les cas où les échantillons d'apprentissage sont indisponibles, peu fiables ou insuffisants. 

Les méthodes de partitionnement non supervisées développées ont été appliquées avec succès à 

trois domaines applicatifs : l’environnement, la reconnaissance faciale avec expressions et la 

médecine dont les données ont été acquises avec des capteurs différents. Ces évaluations montrent 

la pertinence et l’objectivité des résultats obtenus sans aucune intervention de l'utilisateur. De plus, 

leurs performances sont meilleures que celles des méthodes semi-supervisées telles que le Fuzzy 

C-Means (FCM), le FCM stable et optimisé (S-OFCM) et le K-means. Elles surpassent également 

les méthodes non supervisées telles que le Fuzzy C-Means non supervisée et optimisée (U-OFCM) 

et la propagation d’affinité originale (AP). 
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Position du problème et objectifs 
 

Le développement des systèmes décisionnels ou d’aide à la décision optimisés pour apporter 

des solutions fiables et objectives aux besoins exigeants suscités par de nombreux secteurs 

applicatifs est un domaine de recherche actif. Cela concerne par exemple l’environnement, la 

sécurité alimentaire (qualité sanitaire des aliments), la médecine (surveillance, diagnostic), 

l’industrie, la défense, la biologie, l’aérospatial et l’agriculture.  

Pour répondre aux exigences de ces secteurs, la qualité de l’analyse du contenu informationnel 

des données acquises dans le cadre de chaque secteur est une étape clé dans la conception de ces 

systèmes. La résolution de ce problème passe en général par un partitionnement objectif des 

données en vue de faciliter les prises de décision et leur compréhension par les utilisateurs. Pour 

pouvoir répondre aux besoins soulevés par des applications réelles, le partitionnement de données 

a connu donc un intérêt croissant, ce qui explique l’abondance des méthodes proposées. Nous 

notons cependant que l’analyse des données par des méthodes de partitionnement est loin d’être 

résolu efficacement, c’est-à-dire avec objectivité et pertinence. Ce problème complexe nécessite 

donc une démarche rigoureuse pour pouvoir apporter des solutions appropriées aux réels problèmes 

posés. Cette rigueur doit porter sur le vocable employé et sur la démarche scientifique suivie afin 

de stopper toutes les confusions.  

L’analyse efficace et la génération de nouvelles connaissances à partir de ces masses de 

données nécessitent l’utilisation bien adaptée des techniques de classification. Ainsi, pour répondre 

efficacement aux besoins de tous ces domaines, toute méthode de partitionnement doit être menée 

en respectant la nature physique des données. Une multitude de méthodes publiées ne respectent 

pas l'information précise fournie par ces données, où les vérités de terrain utilisées sont simplifiées 

et la classification des méthodes existantes est parfois ambiguë et non cohérente. Par exemple, des 

méthodes introduisant le nombre de classes dans le processus de partitionnement sont qualifiées 

comme non supervisées. Or il est faux de les considérer rigoureusement comme telles car 

l'introduction du nombre de classes par l'utilisateur est une opération supervisée. 

Afin de lever toutes les confusions, nous classons selon des critères liés à la nature des 

connaissances introduites par les utilisateurs les méthodes de partitionnement en trois grandes 

catégories au lieu de deux (supervisée et non supervisée), comme souvent proposé dans la 
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littérature. La confusion est due au fait que les méthodes qui nécessitent une connaissance a priori 

du nombre de classes sont dans la même catégorie que celles qui estiment le nombre de classes. 

Ainsi, nous avons subdivisé la catégorie des méthodes non supervisées en deux catégories 

(méthodes semi-supervisées et non supervisées) pour avoir une meilleure dissimilarité entre les 

catégories. Il est important de rappeler que les méthodes de chaque catégorie peuvent être 

hiérarchiques ou non-hiérarchiques et paramétriques ou non-paramétriques.  

Les méthodes de partitionnement non supervisées et non paramétriques présentent plusieurs 

avantages par rapport aux approches supervisées et semi-supervisées, telle la non nécessité de 

préciser par l’utilisateur, à l’avance les classes à discriminer et les échantillons d’apprentissage 

(des relevés de terrain). En fait, les méthodes supervisées nécessitent des échantillons 

d'apprentissage pour effectuer le processus de partitionnement. Par conséquent, leurs performances 

sont fortement liées à la pertinence des échantillons d'apprentissage sélectionnés. La difficulté 

d'obtenir des échantillons d'apprentissage fiables a toujours été l'un des principaux facteurs 

empêchant ces méthodes d'atteindre une précision élevée. De plus, le choix des échantillons 

d’apprentissage reste souvent subjectif et difficile à faire. Ces connaissances a priori ne permettent 

pas la découverte de nouvelles classes pertinentes. Dans ce cas, l'introduction de ces connaissances 

comme données d'entrée peut être considérée comme une contrainte et ne reflète pas souvent la 

réalité pratique. En outre, les méthodes paramétriques nécessitent le réglage subjectif d'un ou 

plusieurs paramètres. S'il est conseillé de choisir un ensemble optimal de paramètres, il est 

extrêmement difficile d'y parvenir, car ils varient fortement d'un environnement à l'autre et d'un 

type de données à l'autre. 

Nous précisons que dans cette thèse nous utilisons le terme "partitionnement" car il est à la 

fois plus pratique et plus approprié pour décrire les méthodes d'analyses des données développées. 

En effet, il est plus pratique de dire par exemple « partitionnement d’images » au lieu d'utiliser un 

terme long, tel que "classification des pixels d'images" et ainsi éviter le terme "classification 

d'images", qui est un autre problème. 

Définition générale : Le "partitionnement des données" consiste à diviser un ensemble d’objets 

décrits par des caractéristiques quantitatives et/ou qualitatives en différents "sous-ensembles" ou 

classes homogènes, selon un critère de similarité dans le sens où les objets de chaque sous-

ensemble partagent des caractéristiques communes. Les classes obtenues forment une partition. 
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Le partitionnement des données peut être effectué avec ou sans apprentissage. Dans ce dernier 

cas, toutes les classes sont localisées et les nouvelles classes détectées, peuvent être analysées, 

identifiées et répertoriées pour les ajouter aux classes connues en vue d’un éventuel apprentissage 

ou non. Ce cas de figure se trouve dans plusieurs domaines (environnement, médecine, sécurité, 

biologie, etc.). 

Le partitionnement d'une image ou de données consiste à créer une partition définie formellement 

comme suit : 

Soit 𝑋 = {𝑥1, 𝑥2, … , 𝑥𝑁} l’ensemble de 𝑁 individus à partitionner, où chaque individu 𝑥𝑖 est 

caractérisé par un vecteur d’attributs quantitatifs 𝐴𝑖 = {𝑎𝑖1, 𝑎𝑖2, … , 𝑎𝑖𝐵}, avec 𝐵 le nombre 

d’attributs. Nous notons que l’ensemble 𝑋 est présenté sous forme d’un tableau de données croisant 

𝑁 individus × 𝐵 attributs quantitatifs. Dans le cas de partitionnement d’une image, celle-ci sera 

représentée aussi sous forme d’un tableau de données.   

Le processus de division de 𝑋 en 𝐾 classes, 𝐶𝑖, consiste à créer une partition, 𝑃, suivant un ou 

plusieurs critères d'optimisation objectifs avec : 𝑃 = {𝐶1, 𝐶2, . . . , 𝐶𝐾}. 

Cette partition 𝑃 va donc mettre en évidence les différentes classes de l’ensemble de données 𝑋. 

La qualité d'une partition va dépendre du degré d'homogénéité des classes formées et par 

conséquent de leur nombre. Ainsi, afin d'obtenir un résultat de partitionnement correct, trois 

conditions doivent être vérifiées simultanément :  

Exhaustivité : tous les individus de l'ensemble de données doivent être associés à une classe. 

∀ 𝑥𝑖 ∈ 𝑋, ∃ 𝐶𝑗  tel que 𝑥𝑖 ∈ 𝐶𝑗  

Séparabilité : les classes doivent être suffisamment différenciables pour qu'un individu ne puisse 

être associé qu'à une seule classe. 

⋃𝐶𝑖

𝐾

𝑖=1

= 𝑋 et ⋂𝐶𝑖

𝐾

𝑖=1

= ∅ 

Pertinence : l'association d'un individu à une classe doit être effectuée selon un critère objectif 

d'optimisation. 
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Dans le cadre de cette thèse, nous cherchons à développer des approches de partitionnement 

prenant en considération la réalité physique des données à partitionner et qui doivent vérifier les 

conditions suivantes :  

 Non supervisées, sans aucune connaissance a priori (ni nombre de classes, ni d’échantillons 

d’apprentissage, ou seuils d’agrégation, ou nombre d’itérations, etc.) ; 

 Non paramétriques ; 

 Applicables à des données de grande taille ; 

 Applicables aux différents types de données représentées par des attributs quantitatifs quel 

que soit le domaine visé ; 

 Stable avec des résultats probants.  

Cette thèse est donc organisée en deux parties. La première partie qui porte sur les travaux de l’état 

de l’art, est composée de deux chapitres. La seconde partie, composée de cinq chapitres, est 

consacrée aux nouveaux développements.    

Le premier chapitre porte sur les critères d’évaluation des méthodes de partitionnement. Les 

principaux critères supervisés et non supervisés sont analysés.  

Le deuxième chapitre est dédié à l’état de l’art des méthodes de partitionnement semi et non 

supervisées. L’objectif de ce chapitre est d’analyser les principales méthodes de partitionnement, 

afin de mettre en avant leurs avantages et inconvénients et ainsi montrer la nécessité de développer 

des nouvelles approches de partitionnement.    

Le troisième chapitre porte sur le choix de critère de similarité pour une méthode de 

partitionnement. Une analyse théorique et numérique est conduite sur les différents indices de 

similarité utilisés en partitionnement, pour pouvoir choisir l’indice le plus performant pour les 

approches développées.  

Le quatrième chapitre présente les deux premières approches de partitionnement développées. 

Tout d’abord nous démontrons théoriquement les inconvénients de la méthode de partitionnement 

non supervisée de l’état de l’art retenue. Ensuite, des modifications importantes sont apportées pour 

pouvoir l’appliquer à des données de grande taille. 
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Le cinquième chapitre aborde le problème de la sélection des échantillons d’apprentissage et 

propose une méthode autonome et non supervisée pour la sélection des échantillons 

d’apprentissage fiable pour les méthodes supervisées en utilisant la méthode de partitionnement 

développée dans le chapitre précédent. 

Dans le sixième chapitre, nous développons une nouvelle approche de partitionnement basée sur 

de nouveaux critères d’optimisation mesurant la connectivité entre les individus à classer, qu’on 

nomme critères par association directe et association indirecte.  

Dans le septième chapitre nous présentons et nous comparons chaque méthode de partitionnement 

développée dans le cadre de cette thèse sur des données correspondant à des applications différentes 

pour montrer leurs généralités. Trois domaines applicatifs sont considérés : environnement 

(localisation des structures paysagères par imagerie hyperspectrale), reconnaissance faciale avec 

expressions et médecine (détection de tumeur cérébrale par IRM et dermatologie).  

Enfin, nous concluons les travaux menés et donnons des perspectives.  
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Partie I 

Etat de l’art 
 

L'objectif de cette partie est de donner une synthèse des principales méthodes de partitionnement 

de l’état de l’art mettant en évidence leurs avantages et limites. Cette partie est organisée en deux 

chapitres. Le premier chapitre décrit et discute les critères d'évaluation supervisés et non supervisés 

pour évaluer les résultats d’un partitionnement. Le second chapitre met particulièrement l’accent 

sur les principales approches de partitionnement nécessitant le minimum de connaissances a priori 

à savoir les méthodes semi-supervisées et aucune connaissance a priori pour désigner les méthodes 

non supervisées.  
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Chapitre 1 : Critères d’évaluation d’une méthode de partitionnement 

1.1 Introduction 

Les processus d'évaluation et de validation des résultats des méthodes de partitionnement sont 

des tâches essentielles pour mesurer en toute objectivité les performances d’un algorithme. Pour 

évaluer ces performances et quantifier la qualité d’une partition, deux types d'indices peuvent être 

employés : les indices externes et les indices internes [1]. La principale différence réside dans 

l'utilisation ou non d'informations externes dans les processus d’évaluation et de validation d’une 

partition. Les indices externes, qui sont des critères supervisés, mesurent la concordance entre deux 

partitions où la première est connue a priori (VT), considérée comme référence et la seconde est 

le résultat d’un algorithme de partitionnement [2]. Cependant, les connaissances a priori sur les 

données ne sont pas toujours disponibles et lorsqu’elles existent, elles peuvent être biaisées. Tandis 

que les indices internes, qui sont des critères non supervisés, permettent d’évaluer une partition en 

utilisant des quantités et des caractéristiques inhérentes de l'ensemble de données considéré, c’est-

à-dire reposent sur la structure intrinsèque des données. La plupart des indices d’évaluation interne 

quantifient la qualité d'un partitionnement en termes de compacité et de séparation entre les classes.  

Dans ce chapitre, nous analysons les principaux critères internes (non supervisés) et externes 

(supervisés) pour l’évaluation des résultats de partitionnement. Il est à noter que ces critères 

peuvent également être utilisés comme indices d’agrégation pour affecter un individu à une classe 

ou bien comme critère d’arrêt.  

1.2 Critères d’évaluation non supervisés  

Les critères d’évaluation internes, ou non supervisés, sont basés sur les mesures des propriétés 

des classes pour identifier les meilleures partitions. Une classe bien formée doit être compacte et 

la plus éloignée par rapport aux autres classes, c’est-à-dire qu’elle doit avoir une similarité intra-

classe élevée et une faible similarité interclasse. Ces indices peuvent être classés en quatre 

familles : indices mesurant la compacité, indices mesurant la séparabilité, indices hybrides et indice 

de connectivité. Nous rappelons ici les principaux.    
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1.2.1  Critère d’évaluation de Levine et Nazif (LN)  

Levine et Nazif [3] proposent une mesure de performance d’une partition basée sur le calcul de la 

somme des contrastes des régions ou classes 𝐶𝑖 pondérées par leurs aires 𝐴𝑖𝑟(𝐶𝑖). Le contraste 

d’une région est défini à partir des contrastes existants avec les régions adjacentes.  

𝐿𝑁 =
∑ 𝐴𝑖𝑟(𝐶𝑖)𝐿𝑁𝑖𝐶𝑖

∑ 𝐴𝑖𝑟(𝐶𝑖)𝐶𝑖

 (1.1)  

𝐿𝑁𝑖 = ∑
𝑙𝑖𝑗

Pr(𝐶𝑖)
|
𝜇𝑖 − 𝜇𝑗

𝜇𝑖 + 𝜇𝑗
|

𝐶𝑖

 (1.2)  

Avec 𝜇𝑖 le centre de gravité de la région 𝐶𝑖, 𝑙𝑖𝑗 la longueur de la frontière commune entre 𝐶𝑖 et 𝐶𝑗 

et Pr(𝐶𝑖) le périmètre de la région 𝐶𝑖. 

Plus cette mesure est élevée, meilleure est la qualité des résultats de partitionnement.  

1.2.2 Indices mesurant la compacité d’une partition  

Ces indices mesurent la proximité entre les différents objets de la même classe. L'une des 

mesures les plus couramment utilisées pour la compacité est la variance. 

Définition 1.1. Soient 𝐶𝑖 et 𝐶𝑗  deux classes issues d’un processus de partitionnement, 𝐶𝑖 est plus 

compacte que 𝐶𝑗 si 𝑣𝑎𝑟𝑖 < 𝑣𝑎𝑟𝑗, avec 𝑣𝑎𝑟𝑖 est la variance de la classe 𝐶𝑖 définie par : 

𝑣𝑎𝑟𝑖 =
1

𝑁𝐶𝑖

∑ 𝑑2(𝑥𝑖 , 𝐺𝑖)

𝑥𝑖∈𝐶𝑖

 (1.3)  

où 𝑁𝐶𝑖
 est le nombre d’individus de la classe 𝐶𝑖 et 𝐺𝑖 est son centre de gravité. 

En outre, il existe de nombreuses mesures basées sur la distance pour estimer la compacité d'une 

classe, telle que la distance maximale ou moyenne. Les indices les plus connus sont les suivants :  

 Inertie intra-classe [4] : ce critère à minimiser indique le degré d’homogénéité entre les 

individus 𝑥𝑖 et 𝑥𝑗   appartenant à la même classe 𝐶𝑖. Il calcule leurs distances par rapport au 

point représentant le profil de la classe. Il est défini par : 

 

𝐼𝑛𝑡𝑟𝑎 =
1

𝑁𝑐
∑

1

2𝑁𝐶𝑖𝐶𝑖

∑ ∑ 𝑑2(𝑥𝑖, 𝑥𝑗)

𝑥𝑗∈𝐶𝑖𝑥𝑖∈𝐶𝑖

 (1.4)  
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où 𝑁𝑐 le nombre de classes d’une partition.  

 Root-mean-square standard deviation [5] : ce critère à minimiser permet également la mesure 

de l'homogénéité des classes formées. Il est défini par : 

 

𝑅𝑀𝑆𝑆𝐷 = {∑ ∑ 𝑑2

𝑥𝑖∈𝐶𝑖

(𝑥𝑖, 𝐺𝑖)

𝑁𝑐

𝑖=1

/ [𝐵 × ∑(𝑁𝐶𝑖
− 1)]

𝑁𝑐

𝑖=1

}

1
2

 

 

(1.5)  

avec B le nombre d’attributs. 

Cet indice diminue quand le nombre de classes augmente. En pratique, 𝑁𝑐 ≪ 𝑁, alors 

∑ (𝑁𝐶𝑖
− 1) = 𝑁 − 𝑁𝑐

𝑁𝑐
𝑖=1  peut être vu comme un nombre constant. Alors 𝑅𝑀𝑆𝑆𝐷 =

 √∑ ∑ 𝑑2(𝑥𝑖, 𝐺𝑖)/constante𝑥𝑖∈𝐶𝑖

𝑁𝑐

𝑖=1  avec ∑ ∑ 𝑑2(𝑥𝑖 , 𝐺𝑖)𝑥𝑖∈𝐶𝑖

𝑁𝑐 
𝑖=1  est la somme de l'erreur 

quadratique qui diminue quand le nombre de classes augmente. 

 Calinski-Harabasz index [6] : ce critère pondère la variance intra-classe par le nombre de 

classes et permet donc une évaluation plus objective tenant compte de la population d’une 

classe formée. Sa maximisation correspond à la partition optimale et il est défini comme suit :  

𝐶𝐻 =
∑ 𝑁𝐶𝑖

𝑑2(𝐺𝑖, 𝐺𝑋)/(𝑁𝑐 − 1)
𝑁𝑐
𝑖=1

∑ ∑ 𝑑2(𝑥𝑖, 𝐺𝑖)/(𝑁 − 𝑁𝑐)𝑥𝑖∈𝐶𝑖

𝑁𝑐

𝑖=1

 (1.6)  

 

où 𝐺𝑋 est le centre de gravité de l’ensemble de données 𝑋 et 𝐺𝑖 est le centre de gravité de la 

classe 𝐶𝑖. 

Cet indice a pour effet uniforme de diviser les individus en tailles relativement égales et il n’a 

pas de bonnes performances lorsqu’il s’agit de jeux de données distribués asymétriques. De 

plus, le nombre optimal de classes est affecté en présence de données aberrantes. En fait, 

comme (𝑁 −   𝑁𝑐) / (𝑁𝑐  −  1) est constant pour le même nombre de classes 𝑁𝑐, seul 

∑ 𝑁𝐶𝑖
𝑑2(𝐺𝑖,𝐺𝑋)

𝑁𝑐
𝑖=1

∑ ∑ 𝑑2(𝑥𝑖,𝐺𝑖)𝑥𝑖∈𝐶𝑖

𝑁𝑐
𝑖=1

 doit être pris en compte. En présence des données aberrantes, 
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∑ ∑ 𝑑2(𝑥𝑖, 𝐺𝑖)𝑥𝑖∈𝐶𝑖

𝑁𝑐
𝑖=1  augmente de manière plus significative que ∑ 𝑁𝐶𝑖

𝑑2(𝐺𝑖, 𝐺𝑋)
𝑁𝑐
𝑖=1 . Par 

conséquent, pour le même 𝑁𝑐, 𝐶𝐻 diminuera sous l'influence des données aberrantes, ce qui 

rend la valeur de cet indice instable.  

1.2.3 Indices mesurant la séparabilité d’une partition  

Ces indices mesurent à quel degré une classe est distincte ou bien séparée par rapport aux 

autres classes. Par exemple, les distances entre les centres des classes ou les distances minimales 

entre les individus dans différentes classes sont largement utilisées comme des mesures de 

séparation. En outre, les mesures basées sur la densité sont utilisées dans certains indices. Ces 

mesures sont faciles à calculer et permettent de détecter correctement les classes de forme hyper-

sphérique. 

 Inertie interclasse [4] : ce critère à maximiser mesure le degré d’hétérogénéité ou de 

séparabilité entre les classes. Il est défini par : 

𝐼𝑛𝑡𝑒𝑟 =
1

𝑁𝑐
∑𝑁𝐶𝑖

𝑑2(𝐺𝑖, 𝐺𝑋)

𝐶𝑖

 (1.7)  

où 𝐺𝑋 est le centre de gravité de 𝑋 et 𝐺𝑖 est le centre de gravité de 𝐶𝑖. 

La valeur de cet indice a le défaut d’augmenter quand le nombre de classes augmente. 

 R-squared [7] : il mesure le degré de différence entre les classes. 

 

𝑅𝑆 = [∑ 𝑑2(𝑥𝑖, 𝐺𝑋)  − ∑ ∑ 𝑑2(𝑥𝑖, 𝐺𝑖)]/ ∑ 𝑑2(𝑥𝑖, 𝐺𝑋)

𝑥𝑖∈𝑋𝑥𝑖∈𝐶𝑖

𝑁𝑐

𝑖=1𝑥𝑖∈𝑋

 (1.8)  

 

avec 𝐺𝑋 le centre de gravité de 𝑋 et 𝐺𝑖  le centre de gravité de 𝐶𝑖. 

1.2.4 Indices hybrides  

Ces indices permettent de mesurer la compacité et la séparabilité des classes en même temps. 

 Indice de Dunn [8] : ce critère est à maximiser en calculant le rapport de la distance minimum 

entre deux individus classés ensemble sur la distance maximum qui sépare deux éléments 

classés différemment. 
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𝐷𝑢𝑛𝑛 = min
𝑖

{min
𝑗,𝑗≠𝑖

{

min
𝑥𝑖∈𝐶𝑖,𝑥𝑗∈𝐶𝑗

𝑑(𝑥𝑖, 𝑥𝑗)

max
𝑘

{ max
𝑥𝑖,𝑥𝑗∈𝐶𝑘

𝑑(𝑥𝑖, 𝑥𝑗)}
}} (1.9)  

 

Cet indice présente deux inconvénients : sa sensibilité à la présence des données aberrantes et 

son coût calculatoire. Lorsqu’il y a des données aberrantes, la séparation entre les classes peut 

fortement diminuer car elle utilise uniquement la distance minimale, plutôt que la distance 

moyenne entre les individus de différentes classes. De plus, le nombre de classes n’est pas 

optimal si l’ensemble de données ne présente pas de formes sphériques.  

 Indice de Davies-Bouldin [9] : il est basé sur la minimisation du rapport des dispersions intra-

classe et de la séparation interclasse. La meilleure partition est celle qui minimise la moyenne 

de la valeur calculée pour chaque classe. En d’autres termes, la meilleure partition est celle qui 

minimise la similarité entre les classes. 

 

𝐷𝐵 =
1

𝑁𝑐
max

1≤𝑗≤𝑁𝑐

𝑗≠𝑖

{
𝑆𝑎(𝐶𝑖)+𝑆𝑎(𝐶𝑗)

𝑑𝑎(𝐶𝑖,𝐶𝑗)
}   (1.10)  

 

𝑆𝑎(𝐶𝑘) =
1

𝑁𝑐
∑ 𝑑(𝑥𝑖, 𝐺𝑖)𝑥𝑖∈𝐶𝑖

   (1.11)  

 

𝑑𝑎(𝐶𝑖 , 𝐶𝑗) = 𝑑(𝐺𝑖 , 𝐺𝑗) (1.12)  

 

avec 𝑆𝑎 la séparation interclasse et 𝑑𝑎 la dispersion intra-classe. 

Cet indice tient alors compte à la fois de la compacité et de la séparabilité des classes, la valeur 

de cet indice est d'autant plus faible que les classes sont compactes et bien séparées. L’indice 

Davies-Bouldin peut être utilisé pour estimer le nombre de classes en cherchant son minimum 

global. Cet indice favorise les classes hyper-sphériques, c’est-à-dire si l’ensemble de données 

est de forme arbitraire, il n’est pas probant.  
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Par contre, il peut être utilisé pour comparer des partitions avec des nombres de classes 

identiques ou différentes.  

 Indice 𝔗 [10] : cet indice est défini par :  

 

𝔗 = (
1

𝑁𝑐
×

ℰ1

ℰ𝑘
× max

𝑖,𝑗
𝑑(𝐺𝑖, 𝐺𝑗))

𝑞

 (1.13)  

 

ℰ1 = ∑ 𝑑(𝑥𝑖, 𝐺𝑋)

𝑥𝑖∈𝑋

 (1.14)  

 

ℰ𝑘 = ∑ ∑ 𝑑(𝐺𝑘, 𝑥𝑗)

𝑥𝑗∈𝐶𝑘

𝑁𝑐

𝑘=1

 (1.15)  

 

L’indice 𝔗 est une composition de trois facteurs, à savoir 
1

𝑁𝑐
, 
ℰ1

ℰ𝑘
 et max

𝑖,𝑗
𝑑(𝐺𝑖, 𝐺𝑗). Le premier facteur 

permet de réduire la valeur de l'indice 𝔗 lorsque la valeur de 𝑁𝑐 augmente. Le second facteur est 

le rapport entre ℰ1, qui est constant pour un ensemble de données donné et ℰ𝑘, qui diminue avec 

l'augmentation de 𝑁𝑐. Par conséquent, à cause de ce terme, cet indice augmente lorsque ℰ𝑘 diminue. 

Cela, à son tour, indique que la formation d’un plus grand nombre de classes, de nature compacte, 

serait encouragée. Enfin, le troisième facteur, qui mesure la séparation maximale entre deux classes 

sur toutes les paires de classes possibles, augmentera avec la valeur de 𝑁𝑐. Cependant, cette valeur 

est supérieure à la séparation maximale entre deux points de l’ensemble de données. Ainsi, les trois 

facteurs se concurrencent et s’équilibrent de manière critique. La puissance 𝑞 permet de contrôler 

le contraste entre les différentes configurations de classes et elle est généralement égale à deux 

(𝑞 = 2).  

 Indice SD [11] : ce critère est basé sur le concept de dispersion moyenne et de séparation totale 

entre les classes. Le premier terme évalue la compacité basée sur la variance des classes et le 

second terme évalue la différence de séparation basée sur la distance entre les centres des 

classes. La valeur de cet indice est la somme de ces deux termes et le nombre optimal de classes 

est obtenu en minimisant la valeur de 𝑆𝐷. 
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𝑆𝐷 = 𝑆𝑐𝑎𝑡(𝑁𝑐) + 𝐷𝑖𝑠(𝑁𝑐) (1.16)  

avec : 

𝑆𝑐𝑎𝑡(𝑁𝑐) =
1

𝑁𝑐
∑ ∥  𝑣𝑎𝑟𝑖 ∥/∥ 𝑣𝑎𝑟𝑋 ∥

𝑁𝑐

𝑖=1

 (1.17)  

 

𝐷𝑖𝑠(𝑁𝑐) =
max

𝑖,𝑗
𝑑(𝐺𝑖, 𝐺𝑗)

min
𝑖,𝑗

𝑑(𝐺𝑖, 𝐺𝑗)
∑(∑𝑑(𝐺𝑖, 𝐺𝑗)

𝑁𝑐

𝑗=1

)

−1𝑁𝑐

𝑖=1

 (1.18)  

 

 𝑣𝑎𝑟𝑋 : représente la variance de l’ensemble de données et est définie par : 

 

𝑣𝑎𝑟𝑋 =
1

𝑁
∑𝑑2(𝑥𝑖, 𝐺𝑋)

𝑁

𝑖=1

 (1.19)  

 

 𝑣𝑎𝑟𝑖 : représente la variance du 𝑖è𝑚𝑒 classe 𝐶𝑖 et est définie par : 

 

𝑣𝑎𝑟𝑖 =
1

𝑁𝐶𝑖

∑ 𝑑2(𝑥𝑖, 𝐺𝑖)

𝑥𝑖∈𝐶𝑖

  (1.20)  

 

 ‖𝑣𝑎𝑟‖ = (𝑣𝑎𝑟𝑇 ∙ 𝑣𝑎𝑟)
1

2⁄  : norme de la variance 

La plus petite valeur de 𝑆𝑐𝑎𝑡(𝑁𝑐) indique que la partition contient des classes compactes. 

Généralement la valeur de 𝐷𝑖𝑠𝑡(𝑁𝑐) augmente avec le nombre de classes et est aussi influencée 

par la structure géométrique des classes.  

 Indice de Silhouette [12] : cet indice procède à l’échelle microscopique, c’est à dire qu’il 

s’intéresse aux individus en particulier et non pas aux classes. Le but de ce critère est de vérifier 

si chaque individu a été bien classé. 
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𝑆𝑖𝑙 =
1

𝑁𝑐
∑𝑁𝐶𝑖

∑ 𝑠𝑖𝑙(𝑥𝑖)

𝑥𝑖∈𝐶𝑖

𝑁𝑐

𝑖=1

 (1.21)  

 

𝑠𝑖𝑙(𝑥𝑖) =
𝑏(𝑥𝑖) − 𝑎(𝑥𝑖)

max [𝑏(𝑥𝑖), 𝑎(𝑥𝑖)]
 (1.22)  

 

𝑎(𝑥𝑖) =
1

𝑁𝐶𝑖

∑ 𝑑(𝑥𝑖, 𝑥𝑗)

𝑥𝑗∈𝐶𝑖,𝑗≠𝑖

 (1.23)  

 

𝑏(𝑥𝑖) = min
𝑗,𝑗≠𝑖

[
1

𝑁𝐶𝑗

∑ 𝑑(𝑥𝑖 , 𝑥𝑗)] 

𝑥𝑗∈𝐶𝑗

 (1.24)  

          

avec : 

 Cohésion 𝑎(𝑥𝑖) (dissimilarité moyenne) : distance moyenne de 𝑥𝑖 à tous les autres individus 

de la même classe, plus 𝑎(𝑥𝑖) est petit, meilleure est l’assignation de 𝑥𝑖 à sa classe ; 

 Séparation 𝑏(𝑥𝑖) : distance moyenne de 𝑥𝑖 aux individus dans les autres classes ; 

 Silhouette 𝑠𝑖𝑙(𝑥𝑖) : 𝑠𝑖𝑙(𝑥𝑖) = [−1,+1], −1 = mauvais, 0 = indifférent et 1 = meilleur. 

Cet indice utilise la distance minimale moyenne entre les classes comme séparation interclasse. 

Pour un ensemble de données avec des sous-classes, c’est-à-dire des classes proches les unes 

des autres, la séparation interclasse atteindra sa valeur maximale lorsque des sous-classes 

proches les unes des autres sont considérées comme une seule et une même grande classe. Par 

conséquent, le mauvais nombre de classes optimal sera choisi en raison des sous-classes. Ainsi, 

cet indice ne peut fonctionner que dans les conditions des classes sphériques. 

 Indice de Xie-Beni [13] : il définit la séparation interclasse comme la distance minimale entre 

les centres des classes et la compacité intra-classe comme la dispersion moyenne de tous les 

individus. 
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𝑋𝐵 =
1

𝑁
[
∑ ∑ 𝑑2(𝑥𝑖, 𝐺𝑖)𝑥𝑖∈𝐶𝑖

𝑁𝑐
𝑖=1

min
𝑖,𝑗≠𝑖

𝑑2(𝐺𝑖, 𝐺𝑗)
] (1.25)  

       

La partition optimale est atteinte lorsque le minimum de l’indice est trouvé. Cet indice décroit 

linéairement quand 𝑁𝑐 devient proche de 𝑁.  

1.2.5 Indice mesurant la connectivité   

Cet indice est défini comme une fonction quantifiant l’appartenance d’un individu aux 

voisinages des autres individus de l’ensemble des données [14]. L’indice de connectivité d’un 

individu est d’autant plus élevé que cet individu appartient à un nombre important de voisinages 

des autres individus.  

L’indice de connectivité de 𝑥𝑖 ∈ 𝑋 est défini comme : 

𝐼𝐶(𝑥𝑖) = ∑ℳ (𝑥𝑖, 𝑉𝑘(𝑥𝑗))

𝑁

𝑗=1

 (1.26)  

 

avec : 

o 𝑉𝑘(𝑥𝑗) : voisinage de l’individu 𝑥𝑖, c’est l’ensemble des 𝑘 plus proches voisins dans 𝑋 de 

𝑥𝑖 , en utilisant une distance quelconque,  

o ℳ (𝑥𝑖 , 𝑉𝑘(𝑥𝑗)) est une fonction d’appartenance à 𝑉𝑘(𝑥𝑗) évaluée au point 𝑥𝑗. Cette 

fonction est choisie de sorte qu’elle vaut 1 si 𝑥𝑖 ∈ 𝑉𝑘(𝑥𝑗) et 0 sinon. Autrement dit, la 

connectivité d’un individu 𝑥𝑖 correspond au nombre de données auxquelles 𝑥𝑖 est connecté. 

Cette fonction permet de quantifier la liaison d’un individu dans l’ensemble de données 𝑋 et révèle 

ainsi les structures des classes de 𝑋. 

Ce critère de connectivité est directement informatif sur l’appartenance d’une donnée à une classe. 

Le partitionnement utilisant cet indice conserve les avantages des méthodes basées sur la densité 

(pas d’hypothèse sur la forme et le nombre des classes), mais il permet de plus de différencier sans 

difficulté des classes de faible densité et/ou de forte densité.  
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1.3 Critères d’évaluation supervisés 

Les critères d’évaluation externes, ou supervisés, consistent à comparer les résultats de 

partitionnement à un résultat connu de l'extérieur, comme les vérités de terrain. Ils mesurent la 

correspondance entre les labels des classes obtenus par une méthode de partitionnement et les labels 

des classes fournis par la VT. Les principaux critères sont les suivants : 

 Taux de classification correcte (CCR) (en %) : ce critère utilise l'information sur la partition 

obtenue par une méthode de partitionnement et le label de la classe de la VT sur toutes les 

paires de points. Il est calculé comme suit : 

 

𝐶𝐶𝑅 =
1

𝑁
× [∑𝑍𝑖

𝐾

𝑖=1

] × 100 

 

(1.27)  

où 𝑁 est le nombre total d’individus dans l’ensemble de données 𝑋, 𝐾 est le nombre de classes de 

la VT et 𝑍𝑖 est le nombre de points de la VT correctement classés dans chaque classe 𝑉𝑗 de la VT.  

Les valeurs de ce critère sont comprises dans l'intervalle [0, 100] et des valeurs plus grandes 

indiquent une meilleure qualité de partitionnement. 

 F-mesure [15] : la F-mesure est un mélange de deux indices, qui sont la Précision et le Rappel. 

La précision (𝑃𝑟), qui mesure l'homogénéité des classes obtenues par une méthode de 

partitionnement par rapport aux classes de la VT connues a priori et le rappel (𝑅𝑎), qui évalue 

la complétude des classes obtenues par rapport aux classes de la VT. La Précision et le Rappel 

sont calculés comme suit :  

𝑃𝑟(𝑉𝑖, 𝐶𝑗) =
𝑁𝑖𝑗

𝑁𝐶𝑗

  (1.28)  

 

𝑅𝑎(𝑉𝑖, 𝐶𝑗) =
𝑁𝑖𝑗

𝑁𝑉𝑖

  

 

(1.29)  
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où 𝑁𝑖𝑗 est le nombre d’individus de la classe 𝑉𝑖 de la VT qui sont dans la classe 𝐶𝑗 obtenue par une 

méthode de partitionnement, c.à.d. 𝑁𝑖𝑗 = |𝑉𝑖 ∩ 𝐶𝑗|, 𝑁𝐶𝑗
 est le nombre d’individus dans la classe 𝐶𝑗 

et 𝑁𝑉𝑖
 est le nombre d’individus dans la classe 𝑉𝑖. 

La F-mesure de la classe 𝑉𝑖 de la VT et de la classe 𝐶𝑗 obtenue est donnée par :   

𝐹(𝑉𝑖, 𝐶𝑗) =
2 × 𝑃𝑟(𝑉𝑖, 𝐶𝑗) × 𝑅𝑎(𝑉𝑖, 𝐶𝑗) 

𝑃𝑟(𝑉𝑖, 𝐶𝑗) + 𝑅𝑎(𝑉𝑖, 𝐶𝑗)
 (1.30)  

Les valeurs de ce critère sont comprises dans l'intervalle [0, 1] et des valeurs plus grandes indiquent 

une meilleure qualité de partitionnement. 

 Pureté [16] : la pureté quantifie la mesure dans laquelle une classe 𝐶𝑖 contient des entités 

provenant d'une seule partition. En d'autres termes, elle mesure la "pureté" de chaque classe. 

La pureté de la classe 𝐶𝑖, notée 𝑃𝑢𝑖, est définie comme suit :  

 

𝑃𝑢𝑖 =
1

𝑁𝐶𝑖

max
𝑗=1,..,𝑁

𝑁𝑖𝑗 

 

(1.31)  

La pureté d’une partition 𝑃 est définie comme la somme pondérée des valeurs de pureté de chaque 

classe : 

 

𝑃𝑢 = ∑
𝑁𝐶𝑖

𝑁
𝑃𝑢𝑖

𝑁𝑐

𝑖=1

 

 

(1.32)  

où 𝑁𝑖𝑗 est le nombre d’individus de la classe 𝑉𝑖 de la VT qui sont dans la classe 𝐶𝑗 obtenue, 𝑁𝐶𝑖
 est 

le nombre d’individus dans la classe 𝐶𝑖, 𝑁𝐶𝑖
 est le nombre d’individus dans la classe 𝐶𝑖 et 𝑁 est le 

nombre total d’individus dans 𝑋.  

Plus la pureté de 𝑃 est grande, plus la concordance avec la VT est meilleure. La valeur maximale 

de la pureté est 1, lorsque chaque classe comprend des points d'une seule partition. Lorsque le 

nombre de classes estimé est égal au nombre de classes de la VT (𝑁𝑐 = 𝐾), une valeur de pureté 

de 1 indique un partitionnement idéal, avec une correspondance parfaite entre les classes obtenues 

et les classes de la VT. Cependant, la pureté peut être de 1 même pour 𝑁𝑐 > 𝐾, lorsque chacune 
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des classes est un sous-ensemble des classes de la VT. Lorsque 𝑁𝑐 < 𝐾, la pureté ne peut jamais 

être 1, car au moins une classe doit contenir des points de plus. 

 Mesures basées sur l'entropie [17] :  

L'entropie mesure la pureté des labels des classes de la partition 𝑃 et est définie comme suit :  

𝐸𝑛(𝑉𝑇\𝑃) = −∑∑𝑝𝑖𝑗 log (
𝑝𝑖𝑗

𝑃𝐶𝑖

)

𝐾

𝑗=1

𝑁𝑐

𝑖=1

 

 

(1.33)  

où 𝑝𝑖𝑗 =
𝑁𝑖𝑗

𝑁
 est la probabilité qu’un individu dans la classe 𝐶𝑖 appartienne à la classe 𝑉𝑗 de la VT, 

𝑝𝐶𝑖
=

𝑁𝐶𝑖

𝑁
 est la probabilité de la classe 𝐶𝑖. 

Plus les membres d'une classe sont répartis en différentes classes, plus l'entropie est élevée. Pour 

un partitionnement parfait, la valeur de l'entropie est nulle, tandis que la mauvaise valeur possible 

de l'entropie est log(𝑁𝑐). 

 Information mutuelle normalisée [18] :  

L'information mutuelle vise à quantifier la quantité d'informations partagées entre la partition 𝑃 et 

la partition de la VT donnée par l’utilisateur. Elle est définie comme suit : 

𝐼𝑀(𝑃, 𝑉𝑇) = ∑∑𝑝𝑖𝑗 log (
𝑝𝑖𝑗

𝑝𝐶𝑖
∙ 𝑝𝑉𝑗

)

𝐾

𝑗=1

𝑁𝑐

𝑖=1

 

 

(1.34)  

où 𝑝𝑉𝑗
=

𝑁𝑉𝑗

𝑁
 est la probabilité de la classe 𝑉𝑗 de la VT.  

Elle mesure la dépendance entre la probabilité conjointe observée 𝑝𝑖𝑗 de 𝑃 et 𝑉𝑇 et la probabilité 

conjointe attendue 𝑝𝐶𝑖
∙ 𝑝𝑉𝑗

 sous l'hypothèse d'indépendance. Quand 𝑃 et 𝑉𝑇 sont indépendants 

alors 𝑝𝑖𝑗 = 𝑝𝐶𝑖
∙ 𝑝𝑉𝑗

 et donc 𝐼𝑀(𝑃, 𝑉𝑇) = 0. Cependant, il n'y a pas de limite supérieure pour 

l'information mutuelle. 

L’information mutuelle normalisée (𝑁𝑀𝐼) est définie comme suit :  
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𝑁𝑀𝐼(𝑃, 𝑉𝑇) =
𝐼𝑀(𝑃, 𝑉𝑇)

√𝐸𝑛(𝑃) ∙ 𝐸𝑛(𝑉𝑇)
 

 

(1.35)  

avec : 

𝐸𝑛(𝑃) = ∑𝑝𝐶𝑖
log(𝑝𝐶𝑖

)

𝑁𝑐

𝑖=1

 

 

(1.36)  

et  

𝐸𝑛(𝑉𝑇) = ∑𝑝𝑉𝑗
log (𝑝𝑉𝑗

)

𝐾

𝑗=1

 

 

(1.37)  

La valeur 𝑁𝑀𝐼 se situe dans la plage [0, 1]. Les valeurs proches de 1 indiquent un bon 

partitionnement. 

1.4 Discussion  

Dans cette section, nous avons analysé les critères d’évaluation supervisés et non supervisés. La 

plupart des critères sont efficaces et simples à utiliser pour évaluer un résultat de partitionnement. 

Dans [19], une analyse de neuf critères non supervisés parmi ceux cités dans la section précédente 

a été menée pour examiner leur comportement en fonction de l’évolution du paramètre de 

préférence 𝑝 de la méthode de l’AP qui sera présentée dans le chapitre suivant. Les résultats de 

partitionnement obtenus montrent que le critère de Levine et Nazif (𝐿𝑁) donne les résultats les plus 

probants à la fois pour le taux moyen de classification correcte et pour l’estimation du nombre 

exact de classes. Ce critère sera par conséquent retenu dans les méthodes développées présentées 

après. 
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Chapitre 2 : Partitionnement semi-supervisé et non supervisé 

2.1 Introduction 

Le partitionnement des données ou des images est une étape très importante dans la conception 

des systèmes décisionnels. Son intérêt dans divers domaines, tels que la géologie [20], la médecine 

[21], [22], [23], [24], [25], [26], la production industrielle [27], [28] et la sécurité [29], a nécessité 

le développement de nombreuses méthodes. Nous avons répertorié ces méthodes en trois catégories 

au lieu de deux (supervisées et non supervisées), comme souvent proposé dans la littérature, où les 

méthodes qui nécessitent une connaissance a priori du nombre de classes sont répertoriées dans la 

même catégorie que celles qui estiment le nombre de classes.  

Pour une meilleure discrimination, nous avons subdivisé la catégorie des méthodes dites non 

supervisées de l’état de l’art, en deux catégories (méthodes semi-supervisées et non supervisées), 

sur la base des connaissances a priori introduites par l’utilisateur. Il est important de préciser que 

les méthodes de chaque catégorie peuvent être hiérarchiques ou non hiérarchiques et paramétriques 

ou non paramétriques. Par conséquent, nous considérons trois principales catégories des méthodes 

de partitionnement qui sont supervisées, semi-supervisées et non supervisées : 

 Les méthodes supervisées nécessitent des échantillons d’apprentissage pour accomplir la 

tâche de partitionnement. Les méthodes telles que le Maximum de Vraisemblance [30] et les 

Machines à Vecteur de Support [31] sont les méthodes les plus couramment utilisées dans cette 

catégorie. 

Nous notons que les informations requises par les méthodes de cette catégorie ne sont pas toujours 

disponibles pour de nombreuses applications et même si elles existent elles ne sont pas toujours 

fiables [32], [33]. 

 Les méthodes semi-supervisées, considérées comme non supervisées dans la littérature, 

nécessitent le nombre de classes et des valeurs seuils ou d'autres paramètres empiriques de 

l'opérateur. Le K-means [34] est un algorithme de base semi-supervisé, exigeant que le nombre de 

classes soit fixé par l'utilisateur. Le Fuzzy C-Means (FCM) [35], [36] dérivé de l'algorithme K-

means est un autre algorithme semi-supervisé, ainsi que Linde-Buzo-Gray (LBG) [37]. 
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La connaissance du nombre de classes requises par les méthodes semi-supervisées est difficilement 

accessible en pratique. Par exemple, avec de grands espaces paysagers, qu'ils soient accessibles ou 

non, le nombre de classes permettant une analyse fine de toutes les structures est impossible. 

Évidemment, nous pouvons toujours fournir un certain nombre de classes, qui peuvent être 

supérieures ou inférieures à la réalité, mais ces approches sont en contradiction avec les 

informations coûteuses fournies par les capteurs à haute précision spatiale et spectrale de plus en 

plus utilisés. Comme indiqué dans [32], [33] et [38], la connaissance a priori du nombre de classes 

est un processus subjectif par nature, qui exclut un jugement absolu quant à la pertinence de toute 

analyse de données. Par conséquent, ces méthodes ne permettent pas la découverte de nouvelles 

classes pertinentes. Dans ce cas, la connaissance du nombre de classes dans les méthodes semi-

supervisées peut être considérée comme une contrainte et ne reflète pas souvent la réalité, comme 

celle des échantillons d'apprentissage utilisés dans les méthodes supervisées. 

 Les méthodes non supervisées ne nécessitent ni le nombre de classes, ni des échantillons 

d'apprentissage associés ou toute autre connaissance a priori. Cette catégorie est appelée analyse 

exploratoire des données par Rui Xu et D. Wunsch [38]. Pour cette raison, elle répond à un réel 

besoin généré par certains domaines d'applications, comme l'environnement, où les zones à 

analyser sont très vastes ou difficiles d’accès. Elles fournissent des solutions précises, objectives 

et cohérentes qui traduisent le contenu informationnel réel des images ou des données. Cette 

catégorie de méthodes est plus adaptée pour explorer l'analyse de données, ou pour apprendre un 

nouvel objet et découvrir un nouveau phénomène. 

L'une des méthodes non supervisées les plus élaborées est la propagation d'affinité (AP) [39]. 

Cette méthode a fait l'objet d'une attention particulière en raison de ses deux avantages principaux : 

i) elle peut être utilisée selon deux modes, à savoir, non supervisé ou semi-supervisé et ii) elle est 

insensible à l'initialisation. 

En tenant compte de la brève analyse générale des types de méthodes de partitionnement, nous 

donnons ci-après plus de détails sur les principales méthodes semi-supervisées et non supervisées. 

Après une analyse approfondie de l’ensemble des méthodes, nous mettons en lumière leurs 

avantages et inconvénients afin de définir l’orientation des travaux de recherche de partitionnement 

développés dans le cadre de cette thèse. 
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2.2 Méthodes de partitionnement 

Le partitionnement est un processus d’exploration de données qui aide l’utilisateur à découvrir 

et à comprendre la structure d’un ensemble de données. Il s'agit de partitionner les individus d'un 

ensemble de données en groupes distincts, de sorte que les individus d'un même groupe soient 

similaires, alors que les individus de groupes distincts sont dissimilaires. La qualité des résultats 

obtenus dépend de plusieurs critères comme la mesure de similarité et le type de la méthode utilisée 

(semi ou non supervisée, paramétrique ou non, etc.).   

Nous présentons dans la section suivante les principales méthodes de partitionnement semi-

supervisées et non supervisées. 

2.2.1 Méthodes semi-supervisées  

Dans cette sous-section, les principaux algorithmes de partitionnement semi-supervisé sont 

présentés et analysés.  

2.2.1.1 K-means 

Le K-means [34] est l'un des algorithmes de base semi-supervisés le plus connu, nécessitant 

que le nombre de classes (𝑁𝑐) soit fixé a priori par l'utilisateur. Cet algorithme vise à minimiser 

une fonction objectif (somme de l'erreur quadratique), qui est définie comme suit :  

𝑓 = ∑ ∑ 𝑑2(𝑥𝑖, 𝐺𝑖)

𝑥𝑖∈𝐶𝑖

𝑁𝑐

𝑖=1

 (2.1)  

où 𝑥𝑖 désigne les individus qui seront associés à des classes, 𝑁𝑐 est le nombre de classes désiré, 𝐺𝑖 

correspond au centre de la 𝑖è𝑚𝑒 classe 𝐶𝑖 et 𝑑(. , . ) est la distance euclidienne entre deux individus. 

Les étapes principales de cet algorithme sont présentées dans l’Algorithme 2.1. 

Algorithme 2.1. K-means 

Entrée :  

 Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble des individus à 

partitionner 

 Nombre de classes 𝑁𝑐  

 

Etape 1 : Sélectionner aléatoirement 𝑁𝑐 individus et les considérer comme les centres initiaux des 

classes. 

Etape 2 : Attribuer chaque individu à la classe qui a le centre le plus proche. 



33 

 

Etape 3 : Mettre à jour les centres des classes de façon à minimiser la fonction objectif 𝑓 de 

l’équation (2.1).  Lorsque tous les individus ont été affectés, recalculer les positions des 𝑁𝑐 centres. 

Etape 4 : Répéter les étapes 2 et 3 jusqu’à ce que les centres restent inchangés (jusqu’à la 

convergence de l’algorithme). 

 

Sortie : Partition des données en 𝑁𝑐 classes 

 

Le problème principal de l’algorithme K-means est que le résultat de partitionnement dépend 

fortement de l'initialisation des centres de classes qui sont sélectionnés au hasard et de leur nombre, 

ce qui le rend instable [38], [40], [41], [42]. De plus, le K-means ne converge pas vers le minimum 

global mais converge vers un minimum local. Pour résoudre les derniers problèmes, de nombreuses 

itérations de K-means sont nécessaires.  

Plusieurs extensions de cet algorithme ont été proposées [37], [43], [44]. Ces algorithmes 

prennent plus de temps que le K-means et sont toujours affectés par le choix initial des centres de 

classes. 

2.2.1.2 Fuzzy C-Means (FCM) 

Le FCM est dérivé de l'algorithme K-means en ajoutant une opération de fuzzification pour 

résoudre des problèmes de partitionnement ambigus [35]. FCM a été développé à l'origine par 

Dunn [45] et généralisé par Bezdek [46]. Cet algorithme itératif attribue un degré d’appartenance 

à une classe pour un point de données, en fonction de la similitude du point de données avec une 

classe particulière par rapport à toutes les autres classes. 

Le FCM consiste à affecter un objet 𝑥𝑖  à la classe 𝐶𝑘 de centre 𝐺𝑘 en minimisant la fonction objectif 

suivante : 

𝑓 = ∑ ∑(𝑢𝑘𝑖)
𝑚𝑑2(𝑥𝑖 , 𝐺𝑘)

𝑁

𝑖=1

𝑁𝑐

𝑘=1

 (2.2)  

avec la contrainte : 

∑𝑢𝑘𝑖

𝑁

𝑖=1

= 1, ∀ 𝑖 (2.3)  

où 𝑁𝑐 est le nombre de classes désiré, 𝑢𝑘𝑖 représente le degré d’appartenance d’un individu 𝑥𝑖 au 

𝑘è𝑚𝑒 classe. Plus 𝑢𝑘𝑖 est grand, plus l’appartenance à la classe est forte, avec 𝑢𝑘𝑖 ∈ [0, 1]. 𝑚 appelé 
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coefficient de flou, est un paramètre contrôlant le degré de flou dans la partition (𝑚 ≥ 1) et 𝐺𝑘 

correspond au centre de la 𝑘è𝑚𝑒 classe floue. 

La fonction objectif est minimisée lorsque des points de données proches du centroïde de leurs 

classes se voient attribuer des valeurs d'appartenance élevées et des valeurs d'appartenance faibles 

sont attribuées à des points de données éloignés du centroïde. Les centres des classes et les 

fonctions d'appartenance sont mis à jour par les expressions suivantes : 

𝐺𝑘 = ∑
(𝑢𝑘𝑖)

𝑚

∑ (𝑢𝑘𝑗)
𝑚𝑁

𝑗=1

𝑥𝑖

𝑁

𝑖=1

 (2.4)  

 

𝑢𝑘𝑖 = [∑(
𝑑2(𝑥𝑖, 𝐺𝑘)

𝑑2(𝑥𝑖, 𝐺𝑗)
)

1
𝑚−1⁄𝑁𝑐

𝑗=1

]

−1

 (2.5)  

 

Cet algorithme nécessite le nombre de classes comme connaissance a priori et il est également 

sensible aux centres de classes initiaux et au choix du paramètre de fuzzification. 

Les quatre étapes principales de cet algorithme sont les suivantes (Algorithme 2.2) : 

Algorithme 2.2. FCM  

Entrée :  

 Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble des individus à 

partitionner  

 Nombre de classes 𝑁𝑐  

 

Etape 1 : Initialiser la matrice d'appartenance 𝑢𝑘𝑖, 1 ≤ 𝑘 ≤ 𝑁, 1 ≤ 𝑖 ≤ 𝑁𝑐, avec des valeurs 

aléatoires comprises entre 0 et 1 satisfaisant la contrainte de l'équation (2.3).  

Etape 2 : Calculer les centres de classes 𝐺𝑘 suivant l'équation (2.4). 

Etape 3 : Mettre à jour le degré d'appartenance 𝑢𝑘𝑖 suivant l'équation (2.5). 

Etape 4 : Répéter les étapes 2 et 3 jusqu'à que l'algorithme converge, c’est-à-dire jusqu’à que la 

différence entre la matrice d'appartenance actuelle et la matrice d'appartenance 

précédente est inférieure à une valeur de tolérance spécifiée ou que le nombre d'itérations 

atteint la valeur maximale spécifiée par l'utilisateur. 

 

Sortie : Partition des données en 𝑁𝑐 classes 



35 

 

2.2.2 Méthodes non supervisées 

Dans cette sous-section nous présentons les principales méthodes non supervisées et non 

paramétriques. Nous rappelons que pour le partitionnement non supervisé, nous ne disposons 

d’aucune autre information que les données elles-mêmes sans aucune connaissance a priori (c’-à-

d. ni le nombre de classes, ni d’échantillons d’apprentissage, ni modèles ou des valeurs de seuils).  

2.2.2.1 FCM non supervisée (NW-FCM) 

Une version non supervisée du FCM est proposée dans [47] pour accroitre la précision et la 

stabilité du FCM standard, adaptée aux problèmes de reconnaissance de formes multi-classes en 

haute dimension. Elle s’appuie sur deux concepts : la pondération non supervisée des centres de 

classes à partir de l’extraction non paramétrique d’attributs pondérés et l’extraction d’attributs par 

analyse discriminante. L’avantage de cette méthode réside dans ses caractéristiques non supervisée 

et non paramétrique, grâce auxquelles le système détermine automatiquement le nombre de 

classes ; de plus, elle est plus robuste que l’algorithme FCM standard. Toutefois, elle n’est pas 

complètement stable car, suivant la complexité des images traitées, le niveau de variabilité peut 

être élevé. 

2.2.2.2 FCM optimisée (OFCM) 

La méthode OFCM [48] est une version stable et non supervisée de l’algorithme FCM. 

L'originalité de cet algorithme provient de : (1) l'introduction d'une procédure incrémentale 

adaptative pour initialiser les centres de classes, ce qui rend l'algorithme stable et déterministe ; par 

conséquent, les résultats de partitionnement ne varient pas d'une exécution à l'autre et (2) 

l'utilisation d'un critère d'évaluation non supervisé permet d’estimer le nombre optimal de classes.  

Cet algorithme itératif comprend les quatre étapes principales suivantes : 

 

Etape 1 : Choix de la classe à subdiviser  

Au début, la classe à diviser est l'ensemble de données 𝑋, alors 𝑁𝑐 = 1. Lorsque 𝑁𝑐 > 1, la classe 

la plus étendue est choisie. Pour choisir une classe candidate à subdiviser, une mesure de dispersion 

pour chaque classe 𝐶𝑖, 𝑖 = 1,2, … ,𝑁𝑐, est calculée comme suit : 
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Dispersion(𝐶𝑖) =
1

𝑁𝐶𝑖

∑𝑑(𝐺𝑖, 𝑥𝑖
𝑗
)

𝑁𝐶𝑖

𝑗=1

 (2.6)  

où 𝐺𝑖 et 𝑁𝐶𝑖
 sont le centre de gravité et le nombre d’individus de la classe 𝐶𝑖 respectivement, 𝑑(. , . ) 

est la distance euclidienne et 𝑥𝑖
𝑗
 est le 𝑗è𝑚𝑒 individu de la classe 𝐶𝑖. 

Chaque fois que 𝑁𝑐 > 1, la classe la plus étendue est choisie comme classe candidate pour une 

division ultérieure, si le critère d'évaluation non supervisé de l'étape 4 est vérifié. 

Etape 2 : Choix initiaux des centres de classes  

La classe candidate sélectionnée est subdivisée en deux sous-classes ; son centre de gravité est 

choisi comme premier centre de sous-classe, tandis que le second centre de sous-classe est un 

élément choisi au hasard dans la même classe. 

Etape 3 : Partitionnement avec réglage fin du centre de classe  

L'ensemble de données est partitionné en utilisant le FCM standard. Pour rendre l'approche 

indépendante des centres initiaux des classes, un processus de réglage fin de suppression-insertion 

est utilisé. 

Etape 4 : Evaluation du partitionnement intermédiaire obtenu à l'aide d'un critère non supervisé  

Cette étape finale valide ou rejette le partitionnement obtenu avec 𝑁𝑐 + 1 classes. Cette étape 

permet d'estimer la partition finale de l’ensemble 𝑋 et le nombre associé de classes. 

Pour valider le résultat de partitionnement 𝑃𝑁𝑐+1 de l'ensemble 𝑋 après la division de la classe la 

plus étendue, la condition suivante doit être remplie : 

𝐷(𝑃𝑁𝑐+1) − 𝐷(𝑃𝑁𝑐
) > 𝜂 × 𝐷(𝑃𝑁𝑐

) (2.7)  

où 𝜂 est une valeur liée à la précision garantissant l'arrêt de l'algorithme de subdivision et 𝐷(𝑃𝑁𝑐
) 

est défini comme suit : 

𝐷(𝑃𝑁𝑐
) =

1 + �̅�(𝑃𝑁𝑐
) − 𝐷(𝑃𝑁𝑐

)

2
 (2.8)  
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où �̅�(𝑃𝑁𝑐
) et 𝐷(𝑃𝑁𝑐

) sont les dispersions globales interclasse et intra-classes de la partition 𝑃𝑁𝑐
, 

respectivement. 

𝐷(𝑃𝑁𝑐
) est calculée à partir de la dispersion intra-classe 𝐷(𝐶𝑖) de chaque classe de la partition 𝑃𝑁𝑐

 :  

𝐷(𝑃𝑁𝑐
) =

1

𝑁𝑐
∑

𝑁𝐶𝑖

𝑁

𝑁𝑐

𝑖=1

𝐷(𝐶𝑖) (2.9)  

�̅�(𝑃𝑁𝑐
) est calculée en incluant la dispersion entre chaque classe et les autres classes de 𝑃𝑁𝑐

 :  

�̅�(𝑃𝑁𝑐
) =

1

𝑁𝑐
∑

𝑁𝐶𝑖

𝑁

𝑁𝑐

𝑖=1

�̅�(𝐶𝑖) (2.10)  

Si le critère de l’équation (2.7) est satisfait, le partitionnement en 𝑁𝑐 + 1 classes est validé, alors il 

faut passer à l'étape 1. Si le critère n'est pas satisfait, il faut passer à l'étape 1 et changer la classe à 

subdiviser, en choisissant la suivante la plus étendue. L'algorithme s'arrête dans le cas où aucune 

des classes ne satisfait au critère, c'est-à-dire si aucune classe de la partition courante n'est divisible, 

le nombre courant de classes est considéré comme optimal. 

2.2.2.3 LBG modifiée (MLBG) 

La méthode MLBG proposée par Rosenberger et Chehdi [49] est une optimisation de la 

méthode semi-supervisée LBG [37]. La méthode MLBG ne nécessite pas la connaissance du 

nombre de classes mais seulement d’un majorant de celui-ci. Elle est caractérisée par les propriétés 

suivantes : 

 évaluation et possibilité de remise en cause d’un résultat intermédiaire, 

 correction d’un résultat courant en exploitant les résultats antérieurs, 

 évaluation de la solution sans connaissance de la VT. 

Pour déterminer la meilleure partition de 𝑋, quatre étapes essentielles sont nécessaires comme le 

précise l’Algorithme 2.3. 
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Algorithme 2.3. MLBG 

Entrée : Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble des individus à 

partitionner  

 

Etape 1 : Normaliser les données. 

Etape 2 : Choisir la classe à subdiviser : à l’état initiale (𝑘 = 1), la classe à subdiviser est 

l’ensemble 𝑋. A chaque itération (𝑘 > 1), la classe qui maximise une fonction de 

dispersion est partitionnée.   

Etape 3 : Choisir le noyau de division d’une classe, composés du barycentre de la classe à 

partitionner et du point le plus distant du barycentre appartenant à la même classe. 

Etape 4 : Partitionner en 𝑘 + 1 classes par la méthode K-means.  

Etape 5 : Evaluer la partition de l’ensemble 𝑋 suivant le critère de dispersion intra-classe de 

l’équation (2.7) :  

Si le critère est satisfait  

Valider la partition de 𝑘 +  1 classes 

Relancer l’étape 1 pour essayer de créer 𝑘 +  2 classes 

Sinon Remettre à cause le choix des noyaux et retourner à l’étape 2 en intégrant les échecs 

précédents. 

Fin si  

Si aucun noyau n’engendre une partition valide 

Relancer l’étape 1  

Sinon Arrêter  

Fin si 

 

Sortie : Partition de l’ensemble 𝑋 en 𝑁𝑐 classes. 

 

Le point sensible de cette méthode réside dans l’initialisation des noyaux. En effet, le choix 

des noyaux des classes influe sur la convergence et la qualité du résultat. 

2.2.2.4 La propagation d’affinité  

L'une des méthodes non supervisées les plus élaborées est la propagation d'affinité (AP) [39]. 

Cette méthode a fait l'objet d'une attention particulière en raison de ses deux principaux avantages : 

i) elle peut être utilisée selon deux modes, à savoir, non supervisée ou semi-supervisée et ii) elle 

est insensible à l'initialisation. En raison de ces avantages, elle est devenue largement utilisée dans 

de nombreux domaines applicatifs, tels que la surveillance et la sécurité de l'environnement [50], 

[51], [52], [53], [54], la gestion des données multimédias et la reconnaissance de formes : 

catégorisation d'images [55], [56], [57], [58], reconnaissance de chiffres manuscrits [55], [59], 

suggestion d'interrogation visuelle [60], similitudes des ensembles de protéines [61] et analyse des 

données génétiques [62], [63]. 
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2.2.2.4.1 Algorithme de l’AP  

Dans l'algorithme de l’AP développé par Frey et Dueck [39], deux procédures de transmission 

de messages, appelées responsabilité et disponibilité, sont utilisées pour échanger des messages 

entre les individus. Ces messages bien élaborés permettent d'identifier de manière itérative le 

meilleur exemplaire (ou représentant) de chaque classe autour duquel les objets vont être agrégés. 

La responsabilité, 𝑟(𝑥𝑖, 𝑥𝑘), est envoyée de l'individu 𝑥𝑖 à l'exemplaire candidat 𝑥𝑘 et reflète à quel 

point il serait approprié que l'individu 𝑥𝑘 soit l'exemplaire de l’individu 𝑥𝑖. La disponibilité, 

𝑎 (𝑥𝑖, 𝑥𝑘), est envoyée de l'exemplaire candidat 𝑥𝑘 à l'individu 𝑥𝑖 et reflète à quel point il serait 

approprié pour l'individu 𝑥𝑖 de choisir l'exemplaire candidat 𝑥𝑘 comme exemplaire. Pour calculer 

les deux critères, la matrice de similarité est utilisée comme l'opposée de la distance euclidienne 

au carré : 

𝑠(𝑥𝑖, 𝑥𝑘) = −𝑑2
2(𝑥𝑖 , 𝑥𝑘), ∀ 𝑖 ≠ 𝑘 (2.11)  

 

Les éléments diagonaux 𝑠(𝑥𝑘, 𝑥𝑘) de la matrice 𝑆, reflétant la pertinence a priori du choix de 

l’individu 𝑥𝑘 pour servir d’exemplaire et connus sous le nom de préférence, ne sont pas calculés 

de la même manière que les éléments 𝑠(𝑥𝑖, 𝑥𝑘), pour 𝑖 ≠ 𝑘. Plus précisément, 𝑠(𝑥𝑘, 𝑥𝑘) = 𝑝 

(paramètre de préférence) est initialisé à la valeur minimale ou médiane de la matrice de similarité 

𝑆 pour 𝑖 ≠ 𝑘 :  

𝑠(𝑥𝑘, 𝑥𝑘) = 𝑝, ∀ 𝑘 (2.12)  

   

Pour l’ensemble 𝑋 = {𝑥1, 𝑥2, … , 𝑥𝑁} de 𝑁 individus à partitionner, 𝑆, 𝑅 et 𝐴 désignent les matrices 

de similarité, de responsabilité et de disponibilité de taille 𝑁 × 𝑁, respectivement. 

𝑠(𝑥𝑖, 𝑥𝑘), 𝑟(𝑥𝑖, 𝑥𝑘) et 𝑎(𝑥𝑖, 𝑥𝑘) sont leurs éléments respectifs pour les individus 𝑥𝑖 et 𝑥𝑘. 

Mathématiquement, la responsabilité 𝑟(𝑥𝑖, 𝑥𝑘) et la disponibilité 𝑎(𝑥𝑖, 𝑥𝑘) sont définies comme 

suit : 

𝑟(𝑥𝑖, 𝑥𝑘)𝑖≠𝑘 = 𝑠(𝑥𝑖, 𝑥𝑘) − max
𝑘′,𝑘′≠𝑘

[𝑠(𝑥𝑖, 𝑥𝑘′) + 𝑎(𝑥𝑖 , 𝑥𝑘′)] (2.13)  

  

𝑟(𝑥𝑘, 𝑥𝑘) = 𝑝 − max
𝑘′,𝑘′≠𝑘

[𝑠(𝑥𝑘, 𝑥𝑘′) + 𝑎(𝑥𝑘, 𝑥𝑘′)] (2.14)  
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𝑎(𝑥𝑖, 𝑥𝑘) = min {0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]

𝑖′,𝑖′≠{𝑖,𝑘}

} 

 

(2.15)  

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑘′ , 𝑥𝑘)]

𝑘′,𝑘′≠𝑘

 (2.16)  

 

Pour chaque itération courante, 𝑙, les responsabilités et les disponibilités sont estimées comme suit : 

�̂�(𝑥𝑖, 𝑥𝑘)𝑙 = 𝜆 �̂�(𝑥𝑖, 𝑥𝑘)𝑙−1 + (1 − 𝜆) 𝑟(𝑥𝑖, 𝑥𝑘)𝑙 (2.17)  

  

�̂�(𝑥𝑖, 𝑥𝑘)𝑙 = 𝜆 �̂�(𝑥𝑖, 𝑥𝑘)𝑙−1 + (1 − 𝜆) 𝑎(𝑥𝑖, 𝑥𝑘)𝑙 (2.18)  

 

où 𝜆 est facteur d’amortissement (𝜆  ]0,1[).  

Dans ce processus itératif, les responsabilités et les disponibilités sont combinées pour identifier 

l'exemplaire de chaque classe à former. Le critère qui identifie l'individu 𝑥𝑘 comme exemplaire de 

l'individu 𝑥𝑖 est : 

𝐸∗(𝑥𝑖) = argmax
𝑘

 [�̂�(𝑥𝑖 , 𝑥𝑘) + �̂�(𝑥𝑖 , 𝑥𝑘)]  (2.19)  

On observe que l'utilisation de l'algorithme AP (voir Algorithme 2.4) nécessite la valeur du 

facteur d'amortissement 𝜆 et le choix entre deux possibilités de la valeur du paramètre de préférence 

𝑝 comme entrées, qui peut être fixé à la valeur minimale ou à la valeur médiane de la matrice de 

similarité, quel que soit l'individu. Le choix des valeurs de ces deux paramètres conditionne les 

résultats du partitionnement ; par conséquent, l'optimalité des résultats n'est pas toujours garantie. 

Algorithme 2.4. AP originale  

 

Entrée :  

— Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble des individus à 

partitionner  

— Paramètres à définir par l'utilisateur :  

o Valeur du facteur d’amortissement  𝝀 (𝜆 ∈ ]0,1[ ) 
o Valeur du paramètre de préférence 𝒑 fixée à la valeur minimale ou médiane de la 

matrice de similarité 𝑆 
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Étapes préliminaires :  

— Calcul de la matrice de similarité 𝑆 de taille 𝑁 × 𝑁 

𝑠(𝑥𝑖, 𝑥𝑘) = −𝑑2
2(𝑥𝑖, 𝑥𝑘), où 𝑑2 est la distance euclidienne 

— Identification de la valeur du paramètre de préférence 𝑝 selon le choix fixé 

— Initialisation : 𝑟(𝑥𝑖 , 𝑥𝑘) = 0, 𝑎(𝑥𝑖 , 𝑥𝑘) = 0 

 

Procédure :  

1. Remplacer les éléments diagonaux de 𝑆 par la valeur de 𝑝  

2. Calculer toutes les responsabilités compte tenu des disponibilités selon les équations (2.13), 

(2.14) et (2.17)  

3. Calculer toutes les disponibilités compte tenu des responsabilités selon les équations (2.15), 

(2.16) et (2.18) 

4. Combiner les disponibilités et les responsabilités selon l'équation (2.19) pour chaque 

individu 𝑥𝑖 pour identifier son exemplaire 𝑥𝑘 qui maximise [�̂�(𝑥𝑖, 𝑥𝑘) + �̂�(𝑥𝑖, 𝑥𝑘)] 
5. Si les exemplaires ne changent pas, passer à l'étape (6) 

Sinon répéter étapes (2) à (4) jusqu’à convergence 

Fin si 
6. Associer chaque individu à son exemplaire le plus proche et arrêter 

 

Sortie : Partition 𝑃 de 𝑁𝑐 classes et exemplaire de chaque classe 

 

2.2.2.4.2 Modification de l’AP 

Malgré son grand succès dans de nombreux domaines applicatifs en fournissant des résultats 

de partitionnement pertinents, l'utilisation de l’AP reste limitée aux images ou données de petite 

taille. Ainsi, l'algorithme AP peut être encore amélioré, d'une part, pour pouvoir l'appliquer à des 

ensembles de données de grande taille et d'autre part, pour obtenir de meilleurs résultats de 

partitionnement sans aucune connaissance a priori, en adaptant le facteur d'amortissement et le 

paramètre de préférence.  

Plusieurs études ont été menées pour remédier aux inconvénients de l'AP en proposant 

différentes stratégies. Dans [50], une nouvelle version de l’AP est proposée en ajoutant un terme à 

la fonction objectif, pour identifier le nombre approprié de classes et extraire la connaissance du 

domaine source. Cette méthode améliore les performances de partitionnement des données cibles 

lorsque celles-ci sont insuffisantes. Deux autres extensions de l’AP sont proposées dans [51] et 

[52]. Le premier est pour la résolution d'entités multi-sources et le second est un regroupement des 

stations radio à distance utilisant AP pour une transmission conjointe en temps réel dans le réseau 

d'accès radio cloud. Dans [55], une approche de partitionnement par AP rapide est proposée, en 
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prenant en compte simultanément les informations de structure locale et globale contenues dans 

les données. Pour toutes ces extensions de l'AP, le paramètre de préférence et le facteur 

d'amortissement restent non adaptatifs.  

Pour ajuster le paramètre de préférence, 𝑝, une solution est proposée dans [34]. La valeur 

initiale de chaque paramètre de préférence, 𝑝𝑗, est déterminée indépendamment en fonction de la 

distribution des données et 𝑝𝑗 est automatiquement ajustée pendant le processus en fixant deux 

seuils. Outre la connaissance de ces deux seuils, le problème de son application aux grands 

ensembles de données demeure. 

Dans [64], une extension de l'AP est détaillée pour atteindre des complexités raisonnables de 

temps et d'espace. Cette extension utilise la propagation d'informations locales et globales et fournit 

des implémentations parallèles basées sur le modèle MapReduce pour accélérer le traitement dans 

les réseaux à grande échelle. La méthode proposée est développée pour découvrir les communautés 

dans les réseaux sociaux. Les expérimentations sont menées par les auteurs en définissant le 

paramètre de préférence et le facteur d'amortissement. 

Dans un autre contexte, l'AP est utilisé comme étape de partitionnement préliminaire [65], 

[66]. Dans [65], Zhou et al. ont introduit l'AP pour pré-regrouper les images d'entraînement et 

sélectionner des images représentatives pour former des instances d'entraînement négatives. Dans 

[66], l’AP a été utilisé pour trouver des structures communautaires pour un algorithme évolutif 

multi-objectif. L'algorithme AP a été appliqué comme étape préliminaire pour accélérer la 

convergence et assurer la solution optimale au sens de Pareto. Une extension du modèle mono-

exemplaire de l’AP à un multi-exemplaire a également été développée, nommée MEAP [59]. 

MEAP détermine le nombre d'exemplaires dans chaque classe associée à un super exemplaire pour 

identifier les sous-classes dans une catégorie. L'application de ces trois méthodes reste limitée au 

partitionnement de données de petite taille.  

D'autres modifications de l’AP ont été apportées concernant la matrice de similarité [62], [67], 

[68]. Dans [62], un algorithme de classification de sous-espaces basé sur l’AP a été développé pour 

résoudre le problème d'initialisation des centres de classes. Les auteurs introduisent une 

pondération des d'attributs dans le critère de similarité de l'AP. Une nouvelle étape est ajoutée dans 

le processus de l’AP pour mettre à jour de manière itérative les poids d'attributs en fonction de la 

partition actuelle des données. L'amplitude relative des poids d'attributs est utilisée pour identifier 
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les sous-espaces dans lesquels les classes sont incorporées. Dans [67], une nouvelle version de l'AP 

utilisant une matrice de similarité adaptative a été proposée, où ses éléments montrent les 

probabilités de leadership entre les points de données. La matrice de similarité symétrique est 

transformée de manière adaptative en une matrice asymétrique. Dans [68], les paramètres liés à la 

communication sont introduits dans la fonction de similarité de l'AP. L'algorithme proposé utilise 

un mécanisme pondéré pour évaluer quantitativement l'effet sur la stabilité d’une classe lorsqu'un 

individu y est fusionné et améliore la formation des classes par l’AP en utilisant un critère 

d'évaluation. Ces méthodes ne sont pas non plus adaptées aux données de grande taille. De plus, le 

facteur d'amortissement et le paramètre de préférence sont fixés par l'utilisateur. 

L'AP a été combiné avec d'autres méthodes pour améliorer la tâche d'apprentissage [69], [70]. 

Dans [69], une stratégie d'apprentissage de classification intégrée améliorée basée sur l'AP est 

proposée. Cette méthode combine les algorithmes de pic de densité, K-means et AP pour classifier 

les données avec différentes formes et densités. Premièrement, l'algorithme de pic de densité est 

utilisé pour obtenir les points centraux initiaux de l'algorithme K-means. Ensuite, le K-means est 

appliqué pour regrouper les données pour former plusieurs petites sous-classes sphériques. Enfin, 

l'AP fusionne ou divise les sous-classes formées par le K-means. Dans [70], un nouveau modèle de 

classification automatique de données textuelles volumineuses est développé. Il est basé sur des 

techniques inspirées de l'apprentissage actif et de la classification qui peuvent générer des 

informations puissantes et préparer les données pour l'apprentissage automatique avec un effort 

manuel minimal. Pour ces deux méthodes, le paramètre de préférence n'est pas adaptatif et le 

facteur d'amortissement est fixé par l'utilisateur. De plus, d'autres connaissances a priori sont 

nécessaires pour la tâche d'apprentissage. 

Finalement, dans [71], Chehdi et al. ont suggéré une solution pour permettre à l’AP d’être 

appliqué à  des images de grande taille. Cette solution se compose de deux étapes : la réduction du 

nombre des pixels à partitionner et l'estimation du nombre correct de classes via l'optimisation du 

paramètre de préférence. Pour réduire le nombre de pixels, l'image hyperspectrale est divisée en 

blocs et l'étape de réduction est ensuite appliquée indépendamment à l'intérieur de chaque bloc. 

Ensuite, l’AP est appliqué uniquement sur les pixels non dupliqués et les exemplaires des pixels 

dupliqués. Cependant, dans sa version actuelle, l'AP ne prend pas en compte le nombre d’individus 
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identiques dans le calcul du critère de disponibilité. Dans ce cas, les résultats ne sont pas les mêmes 

avec ou sans la présence d'individus identiques.   

2.3 Analyse numérique de la sensibilité de l’AP  

Pour mettre en évidence les inconvénients de l’AP, nous présentons dans cette sous-section 

des résultats numériques en utilisant deux bases de données. La première est un ensemble de 

données synthétique et la deuxième est une image hyperspectrale synthétique de petite taille 

permettant d’exécuter l’AP. L’AP a été appliqué à chaque ensemble de données en fixant la valeur 

du paramètre de préférence 𝑝 d'abord à la valeur minimale (𝑝𝑚𝑖𝑛), puis à la valeur médiane (𝑝𝑚𝑒𝑑) 

de la matrice de similarité 𝑆 et la valeur du paramètre λ a été fixée à 0.9.  

2.3.1 Base de données 1 

Cette base de données est composée de sept ensembles d'individus (J1, J2, J3, J4, J5, J6 et J7), 

chaque ensemble étant composé de 3 classes parfaitement distinctes. J1 est un ensemble de 8 

individus où chacun est caractérisé par deux attributs comme illustré dans la Figure 1. Les jeux de 

données J2, J3, J4, J5, J6 et J7 sont des variantes de J1 en introduisant un nombre variable d'individus 

identiques, comme précisé dans le Tableau 1. Les ensembles de données J2, J3, J4, J5, J6 et J7 sont 

composés respectivement de 11, 12, 14, 16, 16 et 23 individus parmi lesquels 4, 8, 10, 10, 15 et 19 

sont identiques. Le nombre d'individus identiques est indiqué en gras. 

Les résultats de partitionnement par l’AP de ces sept jeux de données sont présentés dans le 

Tableau 2. Pour chaque ensemble, le nombre de classes estimé (𝑁𝑐), les individus constituant 

chaque classe et leur exemplaire sont spécifiés. 

Ces résultats montrent que le nombre estimé de classes en présence d’objets dupliqués n’est 

pas toujours le même. Par exemple, pour les ensembles J3 et J4, le nombre estimé de classes n'est 

pas correct, et pour J1, J2 et J7 il est correctement estimé lorsque la valeur de 𝑝 est la valeur 

minimale. Pour tous les cas où le nombre de classes est mal estimé, les partitions obtenues sont 

invalides car les classes 𝐶1 et 𝐶2 sont agrégées. Ces résultats confirment donc que l’AP dans sa 

version originale ne prend pas en compte la présence d’individus identiques lors du calcul des 

matrices de responsabilité et de disponibilité et que les résultats changent en présence ou absence 

des individus identiques.   
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Classes Individus 
Attributs 

𝔞1 𝔞2 

𝐶1 

𝑥1 1.25 2.01 

𝑥2 1.11 2.07 

𝑥3 1.19 2.05 

𝐶2 
𝑥4 15.80 7.25 

𝑥5 15.90 7.50 

𝐶3 

𝑥6 24.00 13.00 

𝑥7 24.12 13.65 

𝑥8 24.34 13.82  

Figure 1. Ensemble de données (J1) caractérisées par deux attributs sans la présence des 

individus identiques et leur représentation par rapport aux attributs 𝔞1 et 𝔞2. 

Tableau 1. Base de données 1. 

Ensembles de données Nombre d’individus 𝐶1 𝐶2 𝐶3 

J1 8 𝑥1, 𝑥2, 𝑥3 𝑥4, 𝑥5 𝑥6, 𝑥7, 𝑥8 

J2 11 𝒙𝟏×4, 𝑥2, 𝑥3 𝑥4, 𝑥5 𝑥6, 𝑥7, 𝑥8 

J3 12 𝒙𝟏×2, 𝒙𝟐×2, 𝑥3 𝒙𝟒×2, 𝑥5 𝑥6, 𝑥7, 𝒙𝟖×2 

J4 14 𝒙𝟏×3, 𝑥2×2, 𝑥3 𝒙𝟒×3, 𝑥5 𝑥6, 𝑥7, 𝒙𝟖×2 

J5 16 𝒙𝟏×7, 𝑥2, 𝑥3 𝑥4, 𝒙𝟓×3 𝑥6, 𝑥7, 𝑥8 

J6 16 𝒙𝟏×2, 𝒙𝟐×2, 𝒙𝟑×2 𝑥4, 𝒙𝟓×3 𝒙𝟔×2, 𝒙𝟕×2, 𝒙𝟖×2 

J7 23 𝒙𝟏×7, 𝒙𝟐×3, 𝑥3 𝑥4, 𝒙𝟓×5 𝒙𝟔×4, 𝑥7, 𝑥8 

 

Tableau 2. Résultats de partitionnement par l’AP sur les sept ensembles de données. 

Ensembles 

de données 

𝑝𝑚𝑖𝑛 𝑝𝑚𝑒𝑑  

𝑁𝑐 Exemplaires Classes formées 𝑁𝑐 Exemplaires Classes formées 

J1 3 𝑥3, 𝑥5, 𝑥7 {𝑥1, 𝑥2, 𝑥3}; {𝑥4, 𝑥5}; {𝑥6, 𝑥7, 𝑥8} 2 𝑥2, 𝑥7 {𝑥1, 𝑥2, 𝑥3, 𝑥4, 𝑥5}; {𝑥6, 𝑥7, 𝑥8} 

J2 3 𝑥3, 𝑥5, 𝑥7 

{𝑥1 × 3, 𝑥2 × 1, 𝑥3 × 1}; 
{𝑥4 × 1, 𝑥5 × 1};{𝑥6 × 1, 𝑥7 ×

1, 𝑥8 × 1} 
2 𝑥2, 𝑥7 

{𝑥1 × 3, 𝑥2 × 1, 𝑥3 × 1, 𝑥4 ×
1, 𝑥5 × 1}; 

;{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 1}  

J3 2 𝑥2, 𝑥7 

{𝑥1 × 2, 𝑥2 × 2, 𝑥3 × 1, 𝑥4 ×
2, 𝑥5 × 1}; 

{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 2} 
2 𝑥2, 𝑥7 

{𝑥1 × 2, 𝑥2 × 2, 𝑥3 × 1, 𝑥4 ×
2, 𝑥5 × 1}; 

{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 2} 

J4 2 𝑥3, 𝑥5 

{𝑥1 × 3, 𝑥2 × 2, 𝑥3 × 1, 𝑥4 ×
3, 𝑥5 × 1}; 

{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 2} 
2 𝑥2, 𝑥7 

{𝑥1 × 3, 𝑥2 × 2, 𝑥3 × 1, 𝑥4 ×
3, 𝑥5 × 1}; 

{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 2} 

J5 2 𝑥1, 𝑥7 

{𝑥1 × 7, 𝑥2 × 7, 𝑥3 × 1, 𝑥4 ×
7, 𝑥5 × 3}; 

{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 2} 
2 𝑥2, 𝑥7 

{𝑥1 × 7, 𝑥2 × 7, 𝑥3 × 1, 𝑥4 ×
7, 𝑥5 × 3}; 

{𝑥6 × 1, 𝑥7 × 1, 𝑥8 × 2} 

J6 2 𝑥3, 𝑥7 

{𝑥1 × 2, 𝑥2 × 2, 𝑥3 × 2, 𝑥4 ×
1, 𝑥5 × 3}; 

{𝑥6 × 3, 𝑥7 × 3, 𝑥8 × 3} 
3 𝑥2, 𝑥4, 𝑥7 

{𝑥1 × 2, 𝑥2 × 2, 𝑥3 ×
2}; {𝑥4 × 1, 𝑥5 × 3}; 

{𝑥6 × 3, 𝑥7 × 3, 𝑥8 × 3} 

J7 3 𝑥3, 𝑥5, 𝑥7 

{𝑥1 × 7, 𝑥2 × 3, 𝑥3 × 1}; 
{𝑥4 × 1, 𝑥5 × 5};{𝑥6 × 4, 𝑥7 ×

1, 𝑥8 × 1} 
2 𝑥2, 𝑥7 

{𝑥1 × 7, 𝑥2 × 3, 𝑥3 × 1, 𝑥4 ×
1, 𝑥5 × 5}; 

{𝑥6 × 4, 𝑥7 × 1, 𝑥8 × 1} 
Score 3/7 1/7 
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2.3.2 Base de données 2 

Pour cette deuxième base de données, nous avons utilisé des données issues d’une image 

aérienne réelle hyperspectrale de taille 8 075×9 748 pixels et de 54 bandes spectrales couvrant le 

spectre visible/proche infrarouge [400, 970] nm (cf. Tableau 3). La résolution spatiale au sol de 

cette image est de 0.50 m. Cette image a été acquise dans la région de Murcia (Espagne) en octobre 

2010 à l’aide du spectromètre imageur AISA Eagle de l’équipe TSI2M (Lannion) dans le cadre 

d’un projet en partenariat avec INFRAECO, entreprise hispano-chilienne spécialisée dans la 

gestion environnementale. L’image hyperspectrale que nous avons traitée ici est de petite 

dimension spatiale (64×64) pour mieux illustrer l’intérêt de l’utilisation de l’AP sans couvrir un 

espace important dans le document. Elle a été construite à partir d’un ensemble des régions pour 

lesquelles nous disposions d’une VT, c'est-à-dire mesures spectrales et observations. Nous avons 

sélectionné cinq classes parmi celles de la VT pour construire cette image. A cette image, nous 

avons associé une VT comme le montre la Figure 2. Les données de l’image de la Figure 2 (b) ont 

été prélevées aléatoirement à partir des zones 1, 2, 3, 4 et 5 de la Figure 2 (a). Ces zones 

correspondent respectivement aux 5 principales classes « Rivière », « Pinus halepensis », « 

Pêchers », « Arundo donax » et « Bâtiments » comme le montre la Figure 2 (c) et le Tableau 4. 

L’ensemble des données de la VT ne sert qu’à l’évaluation des performances des algorithmes 

développés et à leur validation. 

Tableau 3. Numéro des bandes spectrales et longueur d'onde associée des images 

hyperspectrales de la Figure 2. 

Numéro des bandes 1 10 20 30 40 50 60 

Longueur d’onde (nm) 398.23 477.47 567.82 660.49 753.81 848.84 943.88 
 

 

  

  

(a) Image hyperspectrale 

originale (mode RVB) 

(400×400 pixels) 

(b) Image hyperspectrale 

test construite (RVB) 

(64×64 pixels) 

(c) Image des labels des 

classes de la VT  

(64×64 pixels) 

Figure 2.  Image originale, image test construite et image VT. 
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Tableau 4. Détails des 5 classes de la VT de l’image synthétique hyperspectrale de la Figure 2. 

Labels Classes  Nombre de pixels 

 Rivière 452 

 Pinus halepensis 1068 

 Pêchers 1189 

 Arundo donax 500 

 Bâtiments 887 

 

Pour cette base de données, chaque pixel est caractérisé par une mesure physique donnée par 

le capteur hyperspectral. Pour conserver cette caractérisation, ces mesures sont directement 

intégrées sans transformation pour le calcul de la similarité entre pixels.  L'application de l’AP pour 

partitionner l'image hyperspectrale donne les résultats présentés dans le Tableau 5 et la Figure 3.  

Le Tableau 5 montre la forte variabilité des résultats de partitionnement en fonction du choix 

de la valeur du paramètre de préférence 𝑝. Par exemple, avec 𝑝 = 𝑝𝑚𝑖𝑛  et 𝜆 = 0.9, ou 𝜆 = 0.8, ou 

𝜆 = 0.7, le nombre estimé de classes est respectivement 12, 660 et 895. Dans le cas où 𝑝 = 𝑝𝑚𝑒𝑑   

et 𝜆 = 0.9, ou 𝜆 = 0.8, ou 𝜆 = 0.7, le nombre estimé de classes est 20, 144 et 481 respectivement. 

La Figure 3 (a) montre les résultats pour 𝜆 = 0.9 et les valeurs de 𝑝 = 𝑝𝑚𝑖𝑛 et 𝑝 = 𝑝𝑚𝑒𝑑. Dans ces 

cas, le nombre estimé de classes est respectivement 12 et 20. Lorsque la valeur de 𝑝 est fixée à la 

valeur médiane de 𝑆, le nombre estimé de classes est supérieur à celui obtenu avec une valeur de 

𝑝 = 𝑝𝑚𝑖𝑛.  

De plus, le Tableau 5 confirme l'effet de la présence d’individus identiques sur le résultat du 

partitionnement. En fait, nous n'avons appliqué l’AP qu'à un ensemble réduit composé des pixels 

non identiques et des représentants des pixels identiques. Pour obtenir la partition finale, les pixels 

non compris dans cet ensemble réduit, sont affectés aux classes de leur exemplaire [71]. La partition 

finale est illustrée dans la Figure 3 (b). Dans ce cas, le nombre de classes pour 𝑝𝑚𝑖𝑛 et 𝑝𝑚𝑒𝑑 est 

respectivement de 7 et 13, tandis que l’AP appliqué sur l’image complète donne 12 et 20 classes 

respectivement. 

Les résultats obtenus sur les bases de données 1 et 2 confirment la sensibilité de l’AP en fonction 

du choix de la valeur du paramètre 𝑝, du facteur d’amortissement 𝜆 et enfin, de la présence de tous 

les individus à partitionner ou uniquement de la présence des objets non dupliqués et des 

exemplaires des dupliqués.  
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Tableau 5. Résultats d’estimation du nombre de classes (𝑁𝑐) et le nombre d’itérations (𝑁𝑖𝑡𝑒𝑟) par 

l’AP suivant λ (a : application de l’AP à tous les pixels de l’image de la Figure 2, b : application 

de l’AP aux pixels non dupliqués et exemplaires des pixels dupliqués). 

𝝀 

𝑁𝑐 𝑁𝑖𝑡𝑒𝑟 

𝑝𝑚𝑖𝑛 𝑝𝑚𝑒𝑑 𝑝𝑚𝑖𝑛 𝑝𝑚𝑒𝑑 

a b a b a b a b 

0.5 3654 710 1665 206 1000 1000 1000 1000 

0.6 2226 7 734 14 1000 1000 1000 1000 

0.7 895 7 481 54 1000 1000 1000 1000 

0.8 660 6 144 13 1000 1000 1000 699 

0.9 12 7 20 13 284 131 220 145 

0.99 20 7 3 13 873 394 398 587 

 

𝑝𝑚𝑖𝑛 𝑝𝑚𝑒𝑑 𝑝𝑚𝑖𝑛 𝑝𝑚𝑒𝑑 

    
𝑁𝑐 = 12  𝑁𝑐 = 20  𝑁𝑐 = 7  𝑁𝑐 = 13  

(a)  (b)  
Figure 3. Partitionnement de l'image hyperspectrale de la Figure 2 par l’AP (λ = 0.9). (a) : avec 

tous les pixels de l’image ; (b) : avec les pixels non dupliqués et l'ensemble des exemplaires des 

pixels dupliqués. 

2.4 Discussion  

Plusieurs méthodes sont présentées dans ce chapitre qui sont semi et non supervisées, chaque 

méthode a ses propres avantages et inconvénients. Les méthodes semi-supervisées nécessitent la 

connaissance a priori du nombre de classes. Or cette connaissance est imprécise et pas souvent 

accessible. Dans ce cas, la connaissance du nombre de classes peut être considérée comme une 

contrainte.  

L'un des algorithmes non supervisés les plus élaborés est la propagation d'affinité (AP). Cet 

algorithme a fait l'objet d'une attention particulière en raison de ses deux principaux avantages : il 

peut être utilisé suivant deux modes, non supervisé ou semi-supervisé avec des résultats stables. 

Malgré ses bons résultats, il est cependant sensible à la présence des individus identiques dans 

l’ensemble de données si on ne les prend pas en considération lors de toute simplification, aux 

choix des valeurs du paramètre de préférence, 𝑝, et du facteur d’amortissement, 𝜆. De plus, le 
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critère de recherche de représentants n’est pas pertinent. Également, l'application de l’AP sur de 

données de grande taille, telles que des images aériennes issues d'un imageur multispectral ou 

hyperspectral, reste impossible en raison de sa complexité temporelle de calcul, qui a une relation 

quadratique avec le nombre de pixels à classer. Grâce à ses avantages et performances quant à la 

qualité des résultats de partitionnement et son caractère non supervisé, nous avons retenu son 

principe dans les méthodes de partitionnement développées. Dans la suite de cette thèse, nous 

apporterons des solutions pour remédier à ses inconvénients et surtout l’adapter à des données de 

grande taille tout en optimisant le temps de calcul et l’espace mémoire.  
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Conclusion de la Partie I 

Dans cette partie nous avons présenté un état de l’art portant sur les critères d’évaluation et les 

méthodes de partitionnement. D’après cet état de l’art nous pouvons tirer plusieurs conclusions. 

 Tout d’abord, le partitionnement des données de grande dimension reste un grand défi car les 

données sont de plus en plus volumineuses et précises. Par conséquent, toute analyse doit respecter 

fidèlement la nature des données et permettre l’extraction d’informations pertinentes et objectives. 

Il existe une grande variété de méthodes de partitionnement, mais aucune n’est efficace sur tous 

les types de données et nécessitent par conséquent les interventions des utilisateurs avec des 

connaissances et réglages non souvent maitrisés. D’où le besoin de trouver des méthodes plus 

évoluées, plus robustes et autonomes. Comme nous l'avons précisé dans cette partie, trois 

catégories de méthodes de partitionnement existent : supervisées, semi supervisées et non 

supervisées. Les méthodes non supervisées sont les plus appropriées pour le partitionnement des 

données parce qu’elles présentent plus d’avantages que les méthodes supervisées et semi 

supervisées. En fait, ces méthodes ne nécessitent aucune connaissance a priori sur les données à 

partitionner. Parmi les algorithmes correspondant à ces méthodes, l’AP est le plus élaboré et 

robuste, en revanche, il a plusieurs inconvénients qui limitent son utilisation. Il est sensible aux 

choix des valeurs du paramètre de préférence et du facteur d’amortissement. De plus, le critère de 

recherche de représentants n’est pas pertinent et enfin, son application sur des données de grande 

taille, telles que des images aériennes issues d'un imageur multispectral ou hyperspectral, reste 

impossible en raison de sa complexité temporelle de calcul, qui a une relation quadratique avec le 

nombre de pixels à classer.  

Pour remédier aux problèmes de partitionnement, nous développons trois approches 

hiérarchiques, non supervisées et non paramétriques applicables sur des données de grande taille.    

Dans cette partie, nous avons également traité le problème de l’évaluation des algorithmes de 

partitionnement. C’est une étape essentielle pour mesurer leurs performances. Plusieurs critères 

d’évaluation sont proposés dans la littérature que nous avons classé en deux catégories, supervisées 

et non supervisées. Ces critères mesurent la compacité, la séparabilité ou les deux ensembles, ou 

la connectivité. Nous avons retenu le critère de Levine et Nazif d’après une analyse réalisée au 

laboratoire dans le cadre de la thèse de Mlle SOLTANI [19]. Ce critère sera donc introduit comme 
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un critère d’optimisation pour l’estimation du nombre de classes dans les approches de 

partitionnement développées.   
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Partie II  

Approches de partitionnement non 

supervisées et non paramétriques 

développées 

 
Cette partie est composée de cinq chapitres. Le premier chapitre porte sur le choix de la métrique 

pour une méthode de partitionnement. Le deuxième chapitre présente les deux méthodes 

adaptatives et non supervisées par AP proposées pour un partitionnement hiérarchique des données 

de grande taille. Ensuite, le troisième chapitre porte sur la méthode non supervisée développée 

pour la sélection automatique des échantillons d’apprentissage pour les méthodes supervisées. Le 

quatrième chapitre présente la nouvelle méthode de partitionnement portant sur des nouveaux 

critères d’optimisation liés à la connectivité. Enfin, dans le cinquième chapitre, nous évaluons les 

trois méthodes de partitionnement développées (HUP-OAP, HUP-OAPM-RSM et HUP-DIA) sur 

trois domaines applicatifs différents : environnement, reconnaissance faciale avec expressions et 

médecine.  
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Chapitre 3 : Choix du critère de similarité 

3.1 Introduction 

La notion de similarité joue un rôle important dans une méthode de partitionnement lors de 

l’agrégation des individus ou objets dans une classe quelle que soit sa catégorie supervisée, semi-

supervisée ou non supervisée. Ainsi, les performances de toutes méthodes dépendent fortement du 

choix de la métrique ou du critère de similarité à utiliser. Cela explique l’abondance des travaux 

qui ont été menés pour prouver numériquement cette dépendance [72], [73], [74], [75], [76], [77]. 

Cette influence a été souvent confirmée numériquement et par comparaison des performances de 

plusieurs indices de similarité via les résultats de partitionnement de données obtenus avec des 

approches différentes. Or dans la plupart des méthodes de l’état de l’art portant sur le 

partitionnement, les conclusions faites sur la pertinence de certains critères de similarité, ne sont 

pas pris en considération à tort. Doit-on utiliser des indices de similarité qui donnent des classes 

d’objets homogènes respectant la mesure réelle de l’écart entre les attributs qui les représentent ou 

des classes biaisées suite à un mauvais choix du critère de similarité ? A titre d’exemple, dans la 

plupart des études dédiées au partitionnement, la distance Euclidienne (𝑑2) est le critère le plus 

utilisé comme critère de similarité, mais il ne correspond pas au critère le plus discriminant, si on 

cherche à former des classes avec rigueur tenant compte de l’information apportée par des capteurs 

sophistiqués et précis. Plusieurs domaines sont concernés. Citons à titre d’exemple, les capteurs 

aéroportés multispectraux et hyperspectraux où la richesse d’information est loin d’être exploitée, 

ce qui conduit à des résultats aberrants de partitionnement [33]. En effet, la caractérisation des 

individus (pixels) est réalisée suivant plusieurs longueurs d’ondes couvrant un large domaine 

spectral avec une résolution spatiale de l’ordre de 10 à 60 cm.  

Les notions de similarité et de formation des classes homogènes sont des notions 

fondamentales lors du partitionnement des données et doivent être fortement considérées. Si dans 

certains domaines la confusion peut être sans conséquence grave immédiatement, dans d’autres 

comme le domaine médical, une fausse décision peut avoir des conséquences graves.   

Dans ce chapitre, nous démontrons théoriquement et numériquement que l’utilisation 

systématique de la distance 𝑑2 dans un processus de partitionnement est non appropriée parce 

qu’elle ne met pas en évidence objectivement et strictement la similarité (ou la dissimilarité) entre 

les individus à classer. En effet, elle augmente le degré de similarité artificiellement entre individus, 

ce qui biaise la formation des classes dans certain cas. Un critère de similarité pertinent doit 
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comparer rigoureusement les caractéristiques des individus pour pouvoir former des classes 

compatibles avec les mesures fournies par les capteurs. Aucune manipulation n’est admise pour 

s’aligner par exemple sur des données erronées d’une VT [33]. Dans le cas où les résultats ne sont 

pas ceux attendus par l’utilisateur car l’emploi d’un critère de similarité strict met en évidence la 

différence exacte entre les caractéristiques d’individus à comparer, des explications scientifiques 

crédibles doivent être recherchées pour mieux comprendre les phénomènes mis en évidence. 

L’association d’une bonne méthode de partitionnement non supervisée à un critère de similarité 

strict permet d’aboutir à des résultats fiables ne laissant aucune marge à la confusion et à 

l’approximation. 

Nous prouvons dans ce chapitre que la distance 𝑑1 est plus adaptée à la formation des classes 

homogènes d’individus de manière objective et met en évidence la similarité réelle entre individus 

sans transformation. Il s’agit de calculer l’erreur exacte entre les vecteurs d’attributs de deux 

individus et surtout lorsque le vecteur d’attributs correspond à une mesure caractérisant un 

phénomène physique. Des preuves numériques utilisant une image synthétique sont également 

présentées pour démontrer encore une fois l’intérêt que présente cette métrique. La méthode de 

partitionnement utilisé dans le cadre des évaluations est l’AP. Des résultats de partitionnement 

obtenus suite à l’association des métriques d’ordre élevées (𝑑2, 𝑑3, 𝑑4, 𝑑∞) et d’autres critères à 

l’AP sont également présentés. 

3.2 Travaux associés  

Plusieurs critères de similarité sont utilisés dans les problèmes de partitionnement pour évaluer 

l’homogénéité des individus à travers leurs caractéristiques. Parmi ceux-ci, nous citons les 

distances 𝑑1 et 𝑑2, mesure de corrélation, SAM et SID [78], [79], [80], [81]. Ici nous nous 

intéressons aux critères distances parce que dans de nombreuses études, comme nous l’avons 

indiqué dans l’introduction, ceux-ci donnent les résultats les plus pertinents [82], [83] pour 

partitionner les données et par conséquent disqualifient les autres. 

Soit 𝑋 = {𝑥1, 𝑥2, … , 𝑥𝑁}, l’ensemble des 𝑁 individus à partitionner où chaque individu 𝑥𝑖 est 

caractérisé par un ensemble 𝐴𝑖 de B attributs quantitatifs avec 𝐴𝑖 = (𝑎𝑖1, 𝑎𝑖2, … , 𝑎𝑖𝐵). 

 

Définition 3.1 : Distance  

On appelle une distance sur l’ensemble 𝑋, toute application : 
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𝑑 ∶ 𝑋 × 𝑋 ⟶ ℝ+ 

La distance entre deux individus 𝑥𝑖 et 𝑥𝑗 ∈ 𝑋, notée 𝑑(𝑥𝑖 , 𝑥𝑗), doit vérifier les propriétés suivantes :  

1) Positivité : 𝑑(𝑥𝑖, 𝑥𝑗) ≥ 0, ∀ 𝑥𝑖 , 𝑥𝑗 ∈ 𝑋  

2) Symétrie : 𝑑(𝑥𝑖 , 𝑥𝑗) = 𝑑(𝑥𝑗 , 𝑥𝑖), ∀ 𝑥𝑖 , 𝑥𝑗 ∈ 𝑋  

3) Séparation :  𝑑(𝑥𝑖 , 𝑥𝑗) = 0 ⟺ 𝑥𝑖 = 𝑥𝑗 , ∀ 𝑥𝑖 , 𝑥𝑗 ∈ 𝑋  

4) Inégalité triangulaire : 𝑑(𝑥𝑖, 𝑥𝑗) ≤ 𝑑(𝑥𝑖, 𝑥𝑘) + 𝑑(𝑥𝑘, 𝑥𝑗), ∀ 𝑥𝑖, 𝑥𝑗 , 𝑥𝑘 ∈ 𝑋 

 

Soient 𝑥𝑖 et 𝑥𝑗  deux individus caractérisés respectivement par les vecteurs (𝑎𝑖1, 𝑎𝑖2, … , 𝑎𝑖B)  

et  (𝑎𝑗1, 𝑎𝑗2, … , 𝑎𝑗B). 

 

La distance d’ordre 𝑞 (distance de Minkowski [84]) entre deux individus 𝑥𝑖 et 𝑥𝑗 est définie par :  

𝑑𝑞(𝑥𝑖, 𝑥𝑗) = (∑|𝑎𝑖𝑘 − 𝑎𝑗𝑘|
𝑞

B

𝑘=1

)

1
𝑞

, 𝑞 ≥ 1 

 

(3.1) 

Les distances 𝑑1 et 𝑑2 entre deux individus 𝑥𝑖 et 𝑥𝑗 associées respectivement aux normes 𝐿1 et 𝐿2 

sont : 

 

𝑑1(𝑥𝑖, 𝑥𝑗) = ∑|𝑎𝑖𝑘 − 𝑎𝑗𝑘|

B

𝑘=1

 (3.2) 

 

𝑑2(𝑥𝑖 , 𝑥𝑗) = √∑(𝑎𝑖𝑘 − 𝑎𝑗𝑘)
2

B

𝑘=1

 (3.3) 

 

 

La distance 𝑑 appelée distance de Tchebychev est une variante de la distance de Minkowski où 

𝑞 =  ∞ (en prenant une limite) :  
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𝑑∞(𝑥𝑖, 𝑥𝑗) = max
𝑘

|𝑎𝑖𝑘 − 𝑎𝑗𝑘|   (3.4) 

 

La distance euclidienne (𝑑2) est la métrique la plus utilisée comme indice de similarité pour le 

partitionnement de données [85], alors que rien ne justifie sa pertinence pour former des classes 

objectivement homogènes en fonction des caractéristiques mesurées par les capteurs. Ces 

observations sont aussi confirmés dans [86], où l'algorithme de classification de Ward est 

généralisé pour être associé à la distance 𝑑1 au lieu de 𝑑2 afin de classer un ensemble de langues 

indo-européennes. Pour comparer les résultats obtenus, trois indices d’évaluation ont été associés 

respectivement aux distances 𝑑1 et 𝑑2 : Dunn, Silhouette et Connectivité. Suivant ces trois indices 

d’évaluation, 𝑑1 donne les meilleurs résultats par rapport à ceux obtenus par 𝑑2. En effet, avec 𝑑1 

les deux critères Dunn et Silhouette sont maximisés (0.6246 et 0.2571 respectivement) et le critère 

Connectivité est minimisé (16.52), alors avec 𝑑2 les valeurs des trois critères sont moins pertinents 

par rapport à celles de 𝑑1. Elles correspondent respectivement à 0.5557, 0.2129 et 17.10. 

Dans [87], une autre étude a également permis l’évaluation des performances des métriques 𝑑1 et 

𝑑2, sur la base de données ORL. Les résultats montrent que la distance 𝑑1 donne le meilleur taux 

de reconnaissance par rapport à 𝑑2 avec un apport non négligeable de 6.67% (73.33% contre 

66.66%).  

Une autre étude menée dans [88], évalue les performances des métriques 𝑑1 et 𝑑2. Cette fois-ci, 

elles sont exploitées directement pour comparer les histogrammes des images. En utilisant le 

rapport entre le nombre d'images pertinentes récupérées et le nombre total d'images dans la 

collection, les résultats ont montré que 𝑑1 présentait un meilleur taux de précision que 𝑑2 (0.6 

contre 0.4).  

La plupart des études évaluant les performances des indices de similarité dans un processus de 

partitionnement des données donnent l’avantage au critère 𝑑1 non seulement par rapport à 𝑑2, mais 

également par rapport à d’autres critères communément utilisés (corrélation, SAM, SID et cosinus).  

Dans la section suivante, nous démontrons théoriquement l’objectivité du choix de la métrique 

𝑑1 pour la construction des matrices de similarité, avant le processus d’agrégation d’individus.   
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3.3 Analyse théorique des critères de similarité  

Tenant compte de la diversité des indices de similarité, le choix du critère le plus approprié 

doit être pris en tenant compte à la fois de la nature des données à partitionner et de la rigueur 

recherchée lors de la formation des classes. Dans le cas des individus représentés par des variables 

quantitatives, comme le cas traité ici, il est fait généralement recours aux indices basés sur les 

distances car les résultats de partitionnement sont plus pertinents. Il reste néanmoins le problème 

du choix entre 𝑑1, 𝑑2, …, 𝑑. Pour tenir compte de la nature physique des variables représentant 

les individus à classer, l’indice de similarité entre deux objets doit traduire en toute objectivité la 

mesure de l’erreur directe entre leur vecteur d’attributs où tous les écarts entre composantes doivent 

être considérés.  

Définition 3.2. Toute mesure de similarité entre individus doit quantifier objectivement et 

réellement leur homogénéité suivant les caractéristiques qui les représentent sans amplification ni 

atténuation.       

Proposition 3.1. La distance 𝑑1 donne l’écart réel entre les caractéristiques de deux individus, 

c’est-à-dire, elle mesure la similarité exacte entre individus représentés par leurs attributs 

quantitatifs (cf. équation (3.2)) sans compensation entre les valeurs positives et négatives. 

Proposition 3.2. La distance 𝑑2 donne une mesure de similarité biaisée par rapport à celle de la 

distance 𝑑1 : 

(∑(𝑎𝑖𝑘 − 𝑎𝑗𝑘)
2

B

𝑘=1

)

1
2

< ∑|𝑎𝑖𝑘 − 𝑎𝑗𝑘|

B

𝑘=1

, pour 𝑎𝑖𝑘 − 𝑎𝑗𝑘 ≠ 0  

Preuve 3.2. La distance 𝑑2(𝑥𝑖 , 𝑥𝑗) augmente artificiellement la similarité entre individus 

(diminution de la valeur de la distance). 

Il faut démontrer que : ∀ 𝑥𝑖, 𝑥𝑗 ∈ 𝑋, 𝑥𝑖 ≠ 𝑥𝑗, 𝑑2(𝑥𝑖, 𝑥𝑗) < 𝑑1(𝑥𝑖, 𝑥𝑗).  

𝑑2(𝑥𝑖, 𝑥𝑗) = (∑ (𝑎𝑖𝑘 − 𝑎𝑗𝑘)
2B

𝑘=1 )

1

2
= ((𝑎𝑖1 − 𝑎𝑗1)

2
+ (𝑎𝑖2 − 𝑎𝑗2)

2
+ ⋯+ (𝑎𝑖B − 𝑎𝑗B)

2
)

1

2
 

= (|𝑎𝑖1 − 𝑎𝑗1|
2
+ |𝑎𝑖2 − 𝑎𝑗2|

2
+ ⋯+ |𝑎𝑖B − 𝑎𝑗B|

2
)

1
2
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⟹ 𝑑2(𝑥𝑖, 𝑥𝑗) < (|𝑎𝑖1 − 𝑎𝑗1|
2
)

1

2
+ (|𝑎𝑖2 − 𝑎𝑗2|

2
)

1

2
+ ⋯+ (|𝑎𝑖B − 𝑎𝑗B|

2
)

1

2
  

⟹ 𝑑2(𝑥𝑖, 𝑥𝑗) <  √|𝑎𝑖1 − 𝑎𝑗1|
2
+ √|𝑎𝑖2 − 𝑎𝑗2|

2
+ ⋯+ √|𝑎𝑖B − 𝑎𝑗B|

2
 (La racine carrée d'une 

somme est strictement inférieure à la somme des racines carrées) 

⟹ 𝑑2(𝑥𝑖, 𝑥𝑗) < |𝑎𝑖1 − 𝑎𝑗1| + |𝑎𝑖2 − 𝑎𝑗2| + ⋯+ |𝑎𝑖B − 𝑎𝑗B| 

⟹ 𝑑2(𝑥𝑖, 𝑥𝑗) < ∑ |𝑎𝑖𝑘 − 𝑎𝑗𝑘|B
𝑘=1  

⟹ 𝑑2(𝑥𝑖, 𝑥𝑗) < 𝑑1(𝑥𝑖, 𝑥𝑗) 

■ 

Proposition 3.3. En notant 𝜀𝑖𝑗
𝑘 = |𝑎𝑖𝑘 − 𝑎𝑗𝑘|, l’écart entre l’attribut 𝑘 des individus 𝑥𝑖  et 𝑥𝑗 ∈ 𝑋, 

avec 𝑘 [1, 𝐵], la distance 𝑑2 augmente artificiellement quand 𝜀𝑖𝑗
𝑘 > 1 et donne l’inverse du 

résultat attendu quand 𝜀𝑖𝑗
𝑘 ∈ ]0, 1[.   

Preuve 3.3. Deux cas à étudier : 𝜀𝑖𝑗
𝑘 ∈ ]0, 1[ et 𝜀𝑖𝑗

𝑘 > 1. 

 1èr cas : 𝜺𝒊𝒋
𝒌 ∈]𝟎, 𝟏[ 

Si 𝜀𝑖𝑗
𝑘 ∈ ]0, 1[ cela signifie que deux individus 𝑥𝑖 et 𝑥𝑗 sont similaires suivant la composante 𝑘, 

alors (𝜀𝑖𝑗
𝑘 )

2
< 𝜀𝑖𝑗

𝑘 , donc la distance 𝑑2 les rapproche davantage. Tandis que la distance 𝑑1 conserve 

l’écart réel 𝜀𝑖𝑗
𝑘  existant entre les individus.   

 2ème cas : 𝜺𝒊𝒋
𝒌 > 𝟏 

Si 𝜀𝑖𝑗
𝑘 > 1, alors (𝜀𝑖𝑗

𝑘 )
2

> 𝜀𝑖𝑗
𝑘 . Dans ce cas (𝜀𝑖𝑗

𝑘 )
2
 augmente de manière quadratique et éloigne les 

individus entre eux dans l’espace de représentation d’une manière artificielle, ce qui crée un 

déséquilibre dans la proximité des individus. Autrement dit, 𝑑2(𝑥𝑖, 𝑥𝑗) crée une dissimilarité non 

objective. Tandis que la distance 𝑑1 donne une mesure traduisant l’écart réel cumulé entre 

composantes de deux vecteurs d’attributs séparant deux individus.  

■ 
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Proposition 3.4. Soient 𝑞 et 𝑝 deux entiers positifs tel que 𝑞 ≥ 𝑝, alors 𝑑𝑞 ≤ 𝑑𝑝. 

Les propositions 3.1, 3.2 et 3.3 indiquent que 𝑑1 donne une mesure exacte de l’écart existant entre 

individus, c’est à dire sans amplification, ni atténuation arbitraire. Par contre l’utilisation de la 

distance 𝑑2 diminue le degré de similarité entre les individus lorsque 𝜀𝑖𝑗
𝑘 ∈ ]0, 1[ et l’augmente 

quand 𝜀𝑖𝑗
𝑘 > 1, ce qui se traduit par une diminution ou une augmentation du nombre de classes et 

surtout lorsque le nombre d’individus à partitionner est important.  

Exemple 3.1. L’exemple de la Figure 4 illustre ces propositions sur un jeu de données de 

6 individus caractérisés chacun par 2 variables dans le cas où 𝜀𝑖𝑗
𝑘 > 1, notées respectivement 𝑎1 et 

𝑎2. Le Tableau 6 montre les matrices des distances  𝑑1 et 𝑑2. Ce tableau met en évidence que la 

distance 𝑑2 augmente le degré de similarité entre les individus d’une manière artificielle non 

appropriée. Par exemple le couple (𝑥1, 𝑥3) donne pour 𝑑1(𝑥1, 𝑥3) une valeur de 3.55 contre 2.69 

pour 𝑑2(𝑥1, 𝑥3) et pour le couple (𝑥2, 𝑥5), la valeur de 𝑑1(𝑥2, 𝑥5) est de 10.1 contre 8.07 pour 

𝑑2(𝑥2, 𝑥5). Les différences entre les similarités données par 𝑑1 et 𝑑2 respectivement pour les 

couples (𝑥1, 𝑥3) et (𝑥2, 𝑥5) sont de 0.86 et 2.03. Ces résultats confirment donc que la distance 

𝑑1 contrairement à la distance 𝑑2 donne les plus grandes valeurs traduisant l’erreur réelle entre les 

caractéristiques des individus.  

 

Individus 
Attributs 

𝑎1 𝑎2 

𝑥1 4.3 5.9 

𝑥2 5.7 7 

𝑥3 6.75 4.8 

𝑥4 11.22 12.35 

𝑥5 13.4 9.4 

𝑥6 12.35 11.2 

 
 

Figure 4. Individus caractérisés par deux attributs 𝑎1 et 𝑎2 (𝜀𝑖𝑗
𝑘 > 1).   
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Tableau 6.  Matrice de similarité entre individus de la Figure 4 (distances 𝑑1 et 𝑑2) dans le 

cas où 𝜀𝑖𝑗
𝑘 > 1. 

𝒅𝟏 𝑥1 𝑥2 𝑥3 𝑥4 𝑥5 𝑥6 

 

𝒅𝟐 𝑥1 𝑥2 𝑥3 𝑥4 𝑥5 𝑥6 

𝑥1 0 2.5 3.55 13.37 12.6 13.35 𝑥1 0 1.78 2.69 9.46 9.75 9.64 

𝑥2 2.5 0 3.25 10.87 10.1 10.85 𝑥2 1.78 0 2.44 7.69 8.07 7.87 

𝑥3 3.55 3.25 0 12.02 11.25 12 𝑥3 2.69 2.44 0 8.77 8.09 8.50 

𝑥4 13.37 10.87 12.02 0 5.13 2.28 𝑥4 9.46 7.69 8.77 0 3.67 1.61 

𝑥5 12.6 10.1 11.25 5.13 0 2.85 𝑥5 9.75 8.07 8.09 3.67 0 2.08 

𝑥6 13.35 10.85 12 2.28 2.85  0 𝑥6 9.64 7.87 8.50 1.61  2.08 0 

 

Exemple 3.2. Un autre exemple, comme le montre la Figure 5 illustre ces propositions dans le cas 

où 𝜀𝑖𝑗
𝑘 ∈ ]0,1[, sur un jeu de données de 6 individus caractérisés chacun par 2 variables, notées 

respectivement 𝑎1 et 𝑎2. Le Tableau 7 montre les matrices des distances  𝑑1 et 𝑑2. Ce tableau met 

en évidence que la distance 𝑑2 augmente le degré de similarité entre les individus d’une manière 

artificielle non appropriée. A titre d’exemples pour le couple d’objets (𝑥1, 𝑥3); 𝑑1(𝑥1, 𝑥3) donne 

une similarité de 0.9 contre 0.64 pour 𝑑2(𝑥1, 𝑥3). Pour le couple (𝑥2, 𝑥5), 𝑑1(𝑥2, 𝑥5) donne une 

similarité de 6.29 contre 4.72 pour 𝑑2(𝑥2, 𝑥5). Les différences entre les similarités données par 𝑑1 

et 𝑑2 respectivement pour les couples (𝑥1, 𝑥3) et (𝑥2, 𝑥5) sont de 0.26 et 1.57. La distance 

𝑑1 contrairement à la distance 𝑑2 donne les plus grandes valeurs traduisant les différences cumulées 

entre les caractéristiques de deux individus. 

En conclusion, le choix d’un indice de similarité est très important et ne doit en aucun cas 

transformer artificiellement dans un sens ou dans un autre, l’écart réel entre individus dans l’espace 

d’observation, sachant que les critères de décision ou d’optimisation des méthodes de 

partitionnement sont construits sur la base de cet indice.       
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Individus  
Attributs 

𝑎1 𝑎2 

𝑥1 4.6 6.9 

𝑥2 4.33 6.56 

𝑥3 4.2 6.4 

𝑥4 2.5 2.7 

𝑥5 2.3 2.3 

𝑥6 2.02 2.5 

 
Figure 5. Individus caractérisés par deux attributs 𝑎1 et 𝑎2 (𝜀𝑖𝑗

𝑘 ∈]0,1[). 

 

Tableau 7.  Matrice de similarité entre individus de la Figure 5 (distances 𝑑1 et 𝑑2) dans le cas 

où 𝜀𝑖𝑗
𝑘 ∈]0,1[. 

𝒅𝟏 𝑥1 𝑥2 𝑥3 𝑥4 𝑥5 𝑥6  𝒅𝟐 𝑥1 𝑥2 𝑥3 𝑥4 𝑥5 𝑥6 

 𝑥1 0 0.61 0.9 6.3 6.9 6.98  𝑥1 0 0.43 0.64 4.70 5.14 5.10 

𝑥2 0.61 0 0.29 5.69 6.29 6.37 𝑥2 0.43 0 0.21 4.27 4.72 4.67 

𝑥3 0.9 0.29 0 5.4 6 6.08 𝑥3 0.64 0.21 0 4.07 4.52 4.47 

𝑥4 6.3 5.69 5.4 0 0.6 0.68 𝑥4 4.70 4.27 4.07 0 0.45 0.52 

𝑥5 6.9 6.29 6 0.6 0 0.48 𝑥5 5.14 4.72 4.52 0.45 0 0.34 

𝑥6 6.98 6.37 6.08 0.68  0.48 0 𝑥6 5.10 4.67 4.47 0.52 0.34 0 

3.4 Validation numérique 

Pour montrer la dépendance de la qualité des résultats de partitionnement en fonction du choix 

de l’indice de similarité ou de la métrique, nous appliquons l’AP dans sa version originale avec 

différentes métriques qui sont 𝑑1, 𝑑2, 𝑑3, 𝑑4, 𝑑∞, SAM, SID et la mesure de corrélation, sur une 

image synthétique de petite taille présentée dans la Figure 6. La taille de cette image est limitée à 

60×60 pixels (100 bandes spectrales) et qui a été générée à partir d'échantillons d'une image 

hyperspectrale aérienne réelle acquise par notre plateforme. Le nombre de classes et les 

échantillons des différentes classes sont connus pour pouvoir évaluer objectivement la pertinence 

des différentes métriques comparées. Les échantillons de chaque classe sont sélectionnés 

aléatoirement à partir des données de la VT accompagnant l'image réelle acquise. Cette image est 

composée de neuf classes qui peuvent être regroupées en trois grandes catégories :  eau, substrat et 

végétation. La catégorie d’eau est composée de 3 classes (C1 : eau profonde, C2 : eau moins 
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profonde et C3 : eau turbide). La catégorie des substrats est composée de 2 classes (C4 : galets et 

C5 : sable). La catégorie de végétation est subdivisée en 3 classes (2 classes d’algues vertes C6 et 

C7 :  ulves et Enteromorpha respectivement, et 1 classe d'algues brunes C8 : Fucus) et il y a une 

classe mixte de substrat et de végétation C9. Le Tableau 8 donne les détails des classes de la VT.  

La Figure 7 présente les signatures spectrales moyennes des 9 classes et le Tableau 9 précise la 

longueur d’onde de chaque bande spectrale. Avec cet exemple, nous nous plaçons dans un cadre 

applicatif réel permettant de savoir quel est l’apport informationnel de l’imagerie hyperspectrale 

(acquisition coûteuse) mis en évidence via le choix d’un indice de similarité.   

 

   

Image originale 

(mode RVB)  

9 sous-classes de la VT 4 classes principales de la VT 

Figure 6. Image hyperspectrale synthétique (bandes visualisés : 5, 15 et 25) et images VT. 

 

Tableau 8. Détails des classes de la VT de l’image hyperspectrale synthétique de la Figure 6. 

Classes principales et 

labels 
Labels Sous-classes 

Nombre 

de pixels 

Eau 

 C1 Eau profonde  989 

 C2 Eau moins profonde  158 

 C3 Eau turbide  177 

Substrat 
 C4 Galet  281 

 C5 Sable  786 

Végétation 

 C6 Ulves (algue verte) 255 

 C7 Enteromorpha (algue verte) 416 

 C8 Fucus (algue brune) 493 

     Classe mélange  C9 Substrat et autres types de végétation 45 

 



63 

 

Eau (3 sous classes) 

Profonde (C1) Moins profonde (C2) Turbide (C3) 

   
 

Substrat (2 sous classes) 

Galet (C4)  Sable (C5)  

  
 

Algue verte (2 sous classes) Algue brune  

Ulves (C6)  Enteromorpha (C7)  Fucus-Sargasse (C8)  

   
 

Substrat et autres types de végétation (C9) 

 
Figure 7. Signatures spectrales moyennes ± écart-type des 9 classes de la VT de l’image 

hyperspectrale synthétique de la Figure 6. 
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Tableau 9. Correspondance bande spectrale/longueur d’onde de l’image hyperspectrale 

synthétique de la Figure 6. 

Bande spectrale 1 10 20 30 40 50 60 70 80 90 100 

Longueur d'onde 

(nm) 
439.40 479.71 524.51 570.14 616.55 662.79 709.12 756.19 803.71 851.21 898.68 

 

La Figure 8 et la Figure 9 montrent les résultats de partitionnement (Images partitionnées, nombres 

de classes 𝑁𝑐 et le CCR en %), obtenus par l’AP original avec 𝜆 = 0.9, pour la valeur du paramètre 

de préférence 𝑝 fixée à la valeur médiane (𝑝𝑚𝑒𝑑) et la valeur minimale (𝑝𝑚𝑖𝑛) de la matrice de 

similarité respectivement. La Figure 10 montre l’évolution du CCR en fonction des indices de 

similarité pour 𝑝𝑚𝑖𝑛 et 𝑝𝑚𝑒𝑑 respectivement. Nous remarquons que l’AP donne le meilleur CCR 

avec la distance 𝑑1 quelle que soit la valeur de 𝑝 choisie (95.83% pour 𝑝𝑚𝑖𝑛 / 85% pour 𝑝𝑚𝑒𝑑). 

Même si le nombre estimé de classes est le même pour 𝑑1 que pour 𝑑2, nous notons que l’AP est 

moins performante avec la distance 𝑑2, avec des CCR de 94.94% pour 𝑝𝑚𝑖𝑛 et 84.22% avec  𝑝𝑚𝑒𝑑. 

Cependant, elle donne de meilleurs résultats que ceux des autres indices. Ce qui confirme l’analyse 

théorique faite dans la section précédente, que la distance 𝑑1 donne la mesure réelle entre les 

individus sans atténuation ni augmentation.  

Alors la distance 𝑑1 sera retenue par la suite comme critère de similarité pour les algorithmes de 

partitionnement non supervisés développés.   
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Métriques 𝒅𝟏 𝑑2 𝑑3 𝑑4 
     

Images 

Partitionnées 

    
𝑁𝑐 13 13 13 13 

CCR (%) 85 84.22 81.5 80.79 
     

Métriques 𝑑∞ Corrélation SAM SID 
     

Images 

Partitionnées 

    
𝑁𝑐 17 9 13 15 

CCR (%) 59.72 79.36 75.67 71.44 

Figure 8. Résultats de partitionnement de l'image hyperspectrale synthétique de la Figure 6 par 

l’AP avec 𝑝𝑚𝑒𝑑 en fonction du choix de l'indice de similarité. 

Métriques 𝒅𝟏 𝑑2 𝑑3 𝑑4 
     

Images 

Partitionnées 

    
𝑁𝑐 9 9  9 9 

CCR (%) 95.83 94.94 94.20 94.20 

     

Métriques 𝑑∞ Corrélation SAM SID 
     

Images 

Partitionnées 

    
𝑁𝑐 13 8 12 13 

CCR (%) 77.42 83.56 77 74.17 

Figure 9. Résultats de partitionnement de l'image hyperspectrale synthétique de la Figure 6 par 

l’AP avec 𝑝𝑚𝑖𝑛 en fonction du choix de l'indice de similarité. 
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Figure 10. CCR de l’AP partitionnant l’image hyperspectrale synthétique de la Figure 6, en 

fonction des indices de similarité. 

 

3.5 Discussion  

Le choix du critère de similarité est fondamental dans un problème de partitionnement. En 

effet, si on cherche à former des classes homogènes, cette homogénéité doit être mesurée sans biais. 

Parmi les critères de similarités, la distance 𝑑2 fait partie des critères les plus utilisés. Or, comme 

nous venons de le démontrer théoriquement et numériquement, celle-ci affecte la mesure de 

similarité. Ainsi, cette situation peut conduire à l’agrégation d’individus moins homogènes ou à 

leur séparation contrairement à la similarité donnée par la distance 𝑑1 qui elle peut conduire à plus 

d’équilibre quant à la comparaison des caractéristiques des attributs d’individus. Il est à rappeler 

qu’en augmentant l’ordre 𝑞 de la distance (𝑑𝑞) le degré de similarité entre les individus augmente 

si la différence pour l’ensemble des caractéristiques d’une classe est inférieure à l’unité. Par 

conséquent cela augmente la probabilité d’obtenir moins de classes en utilisant une distance avec 

𝑞 ≥ 2 que la distance avec 𝑞 = 1 et donne un résultat contraire lorsque la différence pour 

l’ensemble des caractéristiques d’une classe est supérieure à l’unité. En effet, le critère 𝑑1 traduit 

l’erreur totale exacte entre les attributs des individus pris deux à deux et permet donc objectivement 

de calculer le degré de similarité entre individus sans atténuation, ni amplification, qui aboutit à 
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des partitions précises, objectives et stables. Ce qui permet de tenir compte de la précision des 

mesures que les récents capteurs sont capables de fournir aujourd’hui. 

En conclusion, la distance 𝑑1 utilisée comme indice de similarité (cas de données quantitatives) 

associée à une méthode de partitionnement non paramétrique et non supervisée conduira à la 

formation de classes homogènes d’une partition qui traduiront la réalité physique en nombre de 

classes et en taux de classification à partir de laquelle tout système décisionnel précis doit être 

construit. Tenant compte des analyses et résultats menés dans ce chapitre, la distance 𝑑1 est choisie 

comme critère de similarité pour les processus de partitionnement des données. 
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Chapitre 4 : Méthodes de partitionnement non supervisées et non 

paramétriques par propagation d’affinité pour des données de grande 

taille  
 

4.1 Introduction  

Pour partitionner un ensemble de données, nous rappelons que les méthodes de 

partitionnement non supervisées présentent de nombreux avantages par rapport aux méthodes 

supervisées et semi-supervisées : i) elles agrègent des individus en classes sans aucune 

connaissance (ni le nombre de classes à discriminer, ni les échantillons d'apprentissage). Le nombre 

de classes est estimé objectivement suivant un critère d'optimisation donné ou plusieurs critères 

d'optimisation ; et ii) elles fournissent des résultats plus pertinents, plus proches de la réalité 

physique, car les critères de décision pour l'agrégation d'objets sont indépendants des données de 

la VT ou des échantillons d'apprentissage, qui peuvent être biaisés ou simplifiés dans certains cas. 

Toutes les classes sont localisées, connues ou non, ce qui permet à l’utilisateur de mieux expliquer 

et analyser les phénomènes auxquels il s’intéresse. 

L’état de l’art mené dans la première partie sur les méthodes de partitionnement semi-

supervisées et non supervisées a montré la supériorité de l’AP par rapport aux autres méthodes de 

partitionnement évaluées [89], [90].  

Malgré son taux de classification correcte des données, l'application de l’AP sur de données 

réelles de grande taille, reste impossible à cause de l’espace mémoire et du temps de calcul qu’elle 

nécessite. Cela rend donc l’algorithme inutilisable dans le cas d'images hyperspectrales de grande 

dimension spatiale. De plus, les résultats dépendent du choix du paramètre de préférence 𝑝 et d’un 

facteur d’amortissement . Finalement, le critère de recherche des exemplaires combinant 

responsabilité  𝑅 et disponibilité 𝐴 est non probant.   

Pour étendre cette méthode en ne considérant que les données observées sans aucune 

connaissance a priori introduite par l'utilisateur, nous proposons deux nouvelles méthodes qui 

permettent le partitionnement de données de grande taille.  

Les principaux apports de la première méthode portent sur : 
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 La prise en compte de la présence d’individus identiques dans l’ensemble des données 

lors du calcul des matrices de similarité, de responsabilité et de disponibilité ;  

 Estimation de la valeur du paramètre de préférence de manière adaptative pour 

chaque individu ;  

 Nouvelle procédure de mise à jour pour estimer les valeurs des critères de 

responsabilité et de disponibilité ;  

 Modification du critère décisionnel utilisé pour identifier les exemplaires et donc 

estimer le nombre de classes ;  

 Découpage en blocs et introduction d'une procédure de partitionnement hiérarchique 

pour permettre à l'utilisateur d'avoir plusieurs partitions en indiquant la partition 

optimale.  

 

Quant à l’apport de la seconde méthode, il correspond à l’introduction d’une étape 

complémentaire à la première méthode permettant la réduction de la taille de la matrice de 

similarité. Nous avons reformulé le critère de disponibilité en considérant le nombre d'individus 

identiques. Cette étape permet également la réduction de l’espace mémoire et le temps de calcul.   

Dans les sections suivantes nous détaillons les deux méthodes proposées et nous les évaluons 

sur des images synthétiques et réelles de grande taille, tout en faisant une étude comparative des 

méthodes semi supervisées et non supervisées de l’état de l’art.  

4.2 Méthode de partitionnement hiérarchique et non supervisée par AP (HUP-OAP)  

Dans cette section, nous présentons la première méthode développée, nommée HUP-OAP, qui 

est une optimisation de l’AP pour remédier à ses inconvénients. Dans cette méthode nous avons 

également introduit une procédure de hiérarchisation afin de donner à l'utilisateur la possibilité 

d'effectuer une analyse plus fine des données. Cette méthode sera décrite en trois étapes, la 

première concerne la partie optimisation, la deuxième celle du partitionnement par bloc pour 

pouvoir l’appliquer sur des données de grande taille et la troisième celle de la hiérarchisation.   

4.2.1 Optimisation de l’AP   

Contrairement à l’AP originale, dans la méthode optimisée de l’AP, nommée UP-OAP, tous 

les paramètres et critères sont calculés de manière adaptative en tenant compte de la présence 
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d'individus identiques dans l’ensembles de données à partitionner. Enfin, le critère d'identification 

d’exemplaire de chaque classe est reformulé.  

4.2.1.1 Paramètre de préférence  

Dans la version originale de l’AP, le choix du paramètre de préférence 𝑝 est basé sur la valeur 

minimale ou médiane de la matrice de similarité entière. Ce choix n’est pas adapté parce que 

certaines classes peuvent être regroupées même si elles sont éloignées ou séparées des individus 

alors qu’ils sont dans la même classe. Sachant que les matrices 𝑅 et 𝐴 sont non symétriques (chaque 

individu a ses propres responsabilités et disponibilités), le choix du paramètre 𝑝 pour chaque 

individu 𝑥𝑖 en prenant également en considération sa similarité vis-à-vis des autres individus, 

permet de mettre en évidence le comportement de l’individu 𝑥𝑖 par rapport aux autres éléments de 

sa ligne 𝑖. Par conséquent, le choix de la valeur de 𝑝 ne doit pas être le même pour tous les individus. 

Pour adapter pour chaque individu 𝑥𝑖 le paramètre de préférence, 𝑝, et tenir compte des 

variations des valeurs de similarité entre les individus, nous associons à chaque individu 𝑥𝑖 (ligne 

𝑖 de la matrice de similarité 𝑆, 𝑆 calculée sur 𝑋) le nouveau paramètre de préférence, 𝑝
𝑖
, calculé 

comme suit : 

 

𝑝
𝑖
=

1

𝑁
∑ 𝑠(𝑥𝑖 , 𝑥𝑘)

𝑁

𝑘=1

 (4.1)  

4.2.1.2 Critères de responsabilité et de disponibilité 

 Comme déjà mentionné dans le chapitre 2, l’AP est sensible à la présence d’individus 

identiques dans l’ensemble de données 𝑋. En effet, l’AP traite les individus identiques comme des 

éléments différents et calcule leurs responsabilités et leurs disponibilités comme des individus 

différents.  

Supposons qu’il existe des éléments identiques 𝑥𝑖, 𝑥𝑘 dans l’ensemble 𝑋, c’-à-d.  𝑠(𝑥𝑖, 𝑥𝑘) = 0, 

alors on a : 

D’après l’équation (2.13),  

𝑟(𝑥𝑖, 𝑥𝑘) = 𝑠(𝑥𝑖 , 𝑥𝑘) − max
𝑘′,𝑘′≠𝑘

{𝑠(𝑥𝑖, 𝑥𝑘′) + 𝑎(𝑥𝑖, 𝑥𝑘′)} 

= − max
𝑘′,𝑘′≠𝑘

{𝑠(𝑥𝑖, 𝑥𝑘′) + 𝑎(𝑥𝑖, 𝑥𝑘′)} 
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≠ 𝑟(𝑥𝑘, 𝑥𝑘). 

D’après l’équation (2.15), 

𝑎(𝑥𝑖, 𝑥𝑘) = min [0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]

𝑖′,𝑖′≠{𝑖,𝑘}

] 

= min[0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]

𝑖′,𝑖′≠ 𝑘

− max[0, 𝑟(𝑥𝑖, 𝑥𝑘)]] 

= min[0, 𝑟(𝑥𝑘, 𝑥𝑘) + 𝑎(𝑥𝑘, 𝑥𝑘) − max[0, 𝑟(𝑥𝑖 , 𝑥𝑘)]] 

≠ 𝑎(𝑥𝑘, 𝑥𝑘). 

Comme 𝑟(𝑥𝑖 , 𝑥𝑘) ≠ 𝑟(𝑥𝑘, 𝑥𝑘) et 𝑎(𝑥𝑖, 𝑥𝑘) ≠ 𝑎(𝑥𝑘, 𝑥𝑘), ∀ 𝑥𝑖 = 𝑥𝑘, 𝑖 ≠ 𝑘, ce qui montre que l’AP 

traite les éléments identiques comme des éléments différents. Cela signifie que l’AP dans sa version 

originale ne prend pas en compte la présence des individus identiques dans l’ensemble de données 

à partitionner et par suite ces derniers influent les résultats de partitionnement.  

Pour tenir compte de la présence d'individus identiques dans l’ensemble de données, c'est-à-

dire 𝑠(𝑥𝑖, 𝑥𝑘) = 0, pour 𝑖 ≠ 𝑘, deux modifications sont apportées : (i) l'attribution de la valeur du 

paramètre de préférence, �̅�𝑘, à tous les éléments nuls de la matrice 𝑆, au même titre que ceux de sa 

diagonale et (ii) le calcul des éléments de 𝑅 et 𝐴, comme suit : 

𝑟(𝑥𝑖, 𝑥𝑘)𝑖≠𝑘 = 𝑟(𝑥𝑘, 𝑥𝑘) = 𝑝
𝑘

− max
𝑘′,𝑘′≠𝑘

[𝑠(𝑥𝑘, 𝑥𝑘′) + 𝑎(𝑥𝑘, 𝑥𝑘′)] (4.2)  

 

𝑎(𝑥𝑖, 𝑥𝑘)𝑖≠𝑘 = 𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑘′ , 𝑥𝑘)]

𝑘′,𝑘′≠𝑘

 (4.3)  

 

Pour éviter de choisir le facteur d’amortissement λ lors de la mise à jour de 𝑅 et 𝐴 dans les équations 

(2.17) et (2.18) et pour éviter de donner la priorité à ceux estimés à l’itération 𝑙 − 1 par rapport à 

ceux estimés à l’itération 𝑙, une simple opération de lissage est introduite comme suit : 

�̂�(𝑥𝑖, 𝑥𝑘)𝑙 = [�̂�(𝑥𝑖, 𝑥𝑘)𝑙−3 + �̂�(𝑥𝑖, 𝑥𝑘)𝑙−2 + �̂�(𝑥𝑖, 𝑥𝑘)𝑙−1 + 𝑟(𝑥𝑖, 𝑥𝑘)𝑙]/4 (4.4)  

 

�̂�(𝑥𝑖, 𝑥𝑘)𝑙 = [�̂�(𝑥𝑖, 𝑥𝑘)𝑙−3 + �̂�(𝑥𝑖, 𝑥𝑘)𝑙−2 + �̂�(𝑥𝑖, 𝑥𝑘)𝑙−1 + 𝑎(𝑥𝑖, 𝑥𝑘)𝑙]/4 (4.5)  
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Cette méthode fournit des estimations moins biaisées des matrices R et A, contrairement à celles 

obtenues par l’AP originale et permet la convergence de l’algorithme. 

4.2.1.3 Critère de responsabilité pour l'identification des exemplaires 

Dans cette sous-section, nous démontrons que le critère de décision 𝐸∗ de l'équation (2.19) de 

l’AP originale, combinant les critères de responsabilité 𝑅 et de disponibilité 𝐴 pour identifier les 

exemplaires n'est pas pertinent et perturbe les résultats de partitionnement. Cela indique que la 

disponibilité 𝐴 est moins compatible avec 𝑅 lors de l'utilisation d'une maximisation du critère (𝑅 +

 𝐴). En fait, la disponibilité 𝐴 est dans certains cas incohérente avec la responsabilité 𝑅. Par 

conséquent, certains exemplaires ne sont pas détectés. L'utilisation du critère de décision 𝐸∗ peut 

conduire à l'agrégation d'une classe réellement existante à une autre. 

Proposition 4.1. Soient 𝑥𝑖, 𝑥𝑗 ∈ 𝑋 deux individus très similaires, c’est-à-dire 𝑠(𝑥𝑗 , 𝑥𝑖) ≅ 0 et 

∀ 𝑥𝑞 ∈ 𝑋,  𝑠(𝑥𝑗 , 𝑥𝑖) ≫ 𝑠(𝑥𝑗 , 𝑥𝑞), où 𝑥𝑗 et 𝑥𝑞 sont non similaires, c’est-à-dire 𝑠(𝑥𝑗 , 𝑥𝑞) ≪ 0. 

Supposons que 𝑟(𝑥𝑗 , 𝑥𝑖) > 0 et 𝑟(𝑥𝑗 , 𝑥𝑞) > 0, où 𝑥𝑗 sera mieux représenté par 𝑥𝑖 que 𝑥𝑞, 𝑥𝑗 ne sera 

pas choisi comme exemplaire et 𝑥𝑖 n'a été choisi comme exemplaire pour aucun individu, alors 

|𝑎(𝑥𝑗 , 𝑥𝑖)| > 𝑟(𝑥𝑗 , 𝑥𝑖), c'est-à-dire qu'il sera agrégé avec un autre exemplaire, 𝑥𝑘, 𝑘 ≠ 𝑖 et 𝑘 ≠ 𝑗.   

 

Pour démontrer la Proposition 4.1, nous avons besoin des lemmes suivants :   

 

Lemme 4.1. Domaines de définition des critères 𝑹 et 𝑨  

1) Pour 𝑖 ≠ 𝑘:  𝑟(𝑥𝑖, 𝑥𝑘) ≶ 0 et 𝑎(𝑥𝑖, 𝑥𝑘) ≤ 0.  

2) Pour 𝑖 = 𝑘: 𝑟(𝑥𝑘, 𝑥𝑘) < 0 et 𝑎(𝑥𝑘, 𝑥𝑘) ≥ 0. 

 

Preuve 4.1.  

1) Pour 𝑖 ≠ 𝑘 : 

D'après l'équation (2.13) : 𝑟(𝑥𝑖 , 𝑥𝑘) = 𝑠(𝑥𝑖, 𝑥𝑘) − max
𝑘′,𝑘′≠𝑘

[𝑠(𝑥𝑖, 𝑥𝑘′) + 𝑎(𝑥𝑖, 𝑥𝑘′)]. 

Notons Γ = 𝑆 + 𝐴 et τ(𝑥𝑖 , 𝑥𝑗) les éléments de la matrice Γ. Alors 𝑟(𝑥𝑖, 𝑥𝑘) = 𝑠(𝑥𝑖, 𝑥𝑘) −

max
𝑘′,𝑘′≠𝑘

[τ(𝑥𝑖, 𝑥𝑘′)]. 
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Supposons que 𝑥𝑗 est le plus proche voisin de 𝑥𝑖 dans Γ, c.-à-d. max
𝑘
′
,𝑘

′
≠𝑘

[τ (𝑥𝑖, 𝑥𝑘
′)] = τ(𝑥𝑖, 𝑥𝑘) ⇒

𝑟(𝑥𝑖, 𝑥𝑘) = 𝑠(𝑥𝑖, 𝑥𝑘) − τ(𝑥𝑖, 𝑥𝑘). 

Trois cas peuvent exister :   

 𝑟(𝑥𝑖, 𝑥𝑘) > 0 si  𝑠(𝑥𝑖, 𝑥𝑗) > τ(𝑥𝑖 , 𝑥𝑗) 

 𝑟(𝑥𝑖, 𝑥𝑘) = 0 si 𝑠(𝑥𝑖, 𝑥𝑗) = τ(𝑥𝑖, 𝑥𝑗) 

 𝑟(𝑥𝑖, 𝑥𝑘) < 0 si 𝑠(𝑥𝑖, 𝑥𝑗) < τ(𝑥𝑖 , 𝑥𝑗)  

D'après l'équation (2.15) : 𝑎(𝑥𝑖 , 𝑥𝑘) = min {0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]𝑖′,𝑖′≠{𝑖,𝑘} }. 

L’analyse de 𝑎(𝑥𝑖, 𝑥𝑘) met en évidence l’existence possible de trois cas : 

 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]𝑖′,𝑖′≠{𝑖,𝑘} < 0 ⇒ 𝑎(𝑥𝑖, 𝑥𝑘) = 𝑟(𝑥𝑘, 𝑥𝑘) +

∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]𝑖′,𝑖′≠{𝑖,𝑘} < 0 

 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]𝑖′,𝑖′≠{𝑖,𝑘} = 0 ⇒ 𝑎(𝑥𝑖, 𝑥𝑘) = 0 

 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑘)]𝑖′,𝑖′≠{𝑖,𝑘} > 0 ⇒ 𝑎(𝑥𝑖, 𝑥𝑘) = 0 

2) Pour 𝑖 = 𝑘:  

D'après l'équation (2.14) : 𝑟(𝑥𝑘, 𝑥𝑘) = 𝑝 − max
𝑘′,𝑘′≠𝑘

[𝑠(𝑥𝑘, 𝑥𝑘′) + 𝑎(𝑥𝑘, 𝑥𝑘′)] = 𝑝 − τ(𝑥𝑘, 𝑥𝑗). 

Si 𝑝 = 𝑝𝑚𝑖𝑛 or 𝑝 = 𝑝𝑚𝑒𝑑, nous avons toujours  𝑝 < τ(𝑥𝑘, 𝑥𝑗) ⇒  𝑟(𝑥𝑘, 𝑥𝑘) < 0.  

 

D'après l'équation (2.16) : 𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑘′ , 𝑥𝑘)]𝑘′,𝑘′≠𝑘 ≥ 0. 

■ 

Lemme 4.2. Si l'algorithme de propagation d'affinité converge, alors chaque ligne de la matrice de 

décision 𝐸 =  𝑅 +  𝐴 a au plus un élément positif et au moins 𝑁 − 1 éléments non positifs. 

Preuve 4.2. Voir la preuve du Corollaire 1 référence [91].   

■ 

Lemme 4.3. Conditions pour être un exemplaire  

1) Soient 𝑥𝑖, 𝑥𝑗 ∈ 𝑋, si 𝑟(𝑥𝑗 , 𝑥𝑖) > 0, alors 𝑥𝑖 est un exemplaire candidat de 𝑥𝑗. 
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2) 𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖, 𝑥𝑖) ≥ 0 est une condition nécessaire et suffisante pour que 𝑥𝑖 soit un 

exemplaire. 

3) Supposons que ∀ 𝑥𝑖, 𝑥𝑞 ∈ 𝑋, 𝑟(𝑥𝑗 , 𝑥𝑖) > 0 et 𝑟(𝑥𝑗 , 𝑥𝑞) > 0. Si 𝑟(𝑥𝑗 , 𝑥𝑖) > 𝑟(𝑥𝑗 , 𝑥𝑞), alors 

c'est mieux pour 𝑥𝑗 d’être représenté par 𝑥𝑖 plutôt que 𝑥𝑞. 

Preuve 4.3.  

1) Supposons que ∀𝑥𝑖 , 𝑥𝑗 ∈ 𝑋, 𝑟(𝑥𝑗 , 𝑥𝑖) > 0. 

𝑟(𝑥𝑗 , 𝑥𝑖) > 0 ⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − max
𝑖′,𝑖′≠𝑖

[𝑠(𝑥𝑗 , 𝑥𝑖′) + 𝑎(𝑥𝑗 , 𝑥𝑖′)] > 0 

⇒  𝑠(𝑥𝑗 , 𝑥𝑖) > max
𝑖′,𝑖′≠𝑖

[𝑠(𝑥𝑗 , 𝑥𝑖′) + 𝑎(𝑥𝑗 , 𝑥𝑖′)] 

⇒  𝑠(𝑥𝑗 , 𝑥𝑖) > 𝑠(𝑥𝑗 , 𝑥𝑘) + 𝑎(𝑥𝑗 , 𝑥𝑘) 

⇒ 𝑥𝑗 est mieux représenté par 𝑥𝑖 que par 𝑥𝑘, 𝑖 ≠ 𝑘 

⇒ 𝑥𝑖 est un exemplaire candidat. 

2) Supposons que ∀ 𝑥𝑖 ∈ 𝑋, 𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖, 𝑥𝑖) ≥ 0, alors d'après le Lemme 4.2, ∀ 𝑥𝑘 ∈

𝑋, 𝑟(𝑥𝑖, 𝑥𝑘) + 𝑎(𝑥𝑖, 𝑥𝑘) ≤ 0 ⇒ 𝐸∗(𝑥𝑖) = 𝑎𝑟𝑔𝑚𝑎𝑥𝑘[𝑟(𝑥𝑖, 𝑥𝑘) + 𝑎(𝑥𝑖, 𝑥𝑘)] = 𝑥𝑖 ⇒ 𝑥𝑖 est 

un exemplaire.  

3) Supposons que ∀ 𝑥𝑖, 𝑥𝑗 , 𝑥𝑞 ∈ 𝑋, 𝑟(𝑥𝑗 , 𝑥𝑖) > 0 et 𝑟(𝑥𝑗 , 𝑥𝑞) > 0, c’-à-d., 𝑥𝑖 et 𝑥𝑞 deux 

exemplaires candidats de 𝑥𝑗 et 𝑟(𝑥𝑗 , 𝑥𝑖) > 𝑟(𝑥𝑗 , 𝑥𝑞). Il suffit de démontrer que  𝑠(𝑥𝑗 , 𝑥𝑖) >

𝑠(𝑥𝑗 , 𝑥𝑞). 

Nous avons d’après l'équation (2.13) :   

𝑟(𝑥𝑗 , 𝑥𝑖) = 𝑠(𝑥𝑗 , 𝑥𝑖) − max
𝑖′,𝑖′≠𝑖

[𝑠(𝑥𝑗 , 𝑥𝑖′) + 𝑎(𝑥𝑗 , 𝑥𝑖′)] = 𝑠(𝑥𝑗 , 𝑥𝑖) − max
𝑖′,𝑖′≠𝑖

[𝜏(𝑥𝑗 , 𝑥𝑖′)] 

𝑟(𝑥𝑗 , 𝑥𝑞) = 𝑠(𝑥𝑗 , 𝑥𝑞) − max
𝑞′,𝑞′≠𝑖

[𝑠(𝑥𝑗 , 𝑥𝑞′) + 𝑎(𝑥𝑗 , 𝑥𝑞′)] = 𝑠(𝑥𝑗 , 𝑥𝑞) − max
𝑞′,𝑞′≠𝑞

[𝜏(𝑥𝑗 , 𝑥𝑞′)] 

 Si max
𝑖′,𝑖′ ≠𝑖

[𝜏(𝑥𝑗, 𝑥𝑖′)] = max
𝑞′,𝑞′≠𝑞

[𝜏(𝑥𝑗, 𝑥𝑞′)] = 𝜏(𝑥𝑗, 𝑥𝑘) : 

𝑠(𝑥𝑗 , 𝑥𝑖) − 𝜏(𝑥𝑗 , 𝑥𝑘) > 𝑠(𝑥𝑗 , 𝑥𝑞) −  𝜏(𝑥𝑗 , 𝑥𝑘) ⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) > 𝑠(𝑥𝑖 , 𝑥𝑞) 
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 Si max
𝑖′,𝑖′ ≠𝑖

[𝜏(𝑥𝑗, 𝑥𝑖′)] = 𝜏(𝑥𝑗, 𝑥𝑞) et max
𝑞′,𝑞′≠𝑞

[𝜏(𝑥𝑗, 𝑥𝑞′)] = 𝜏(𝑥𝑗, 𝑥𝑘), avec 𝑥𝑞 et 𝑥𝑘 le premier 

et le deuxième plus proche voisin de 𝑥𝑗 respectivement, c’-à-d., 𝜏(𝑥𝑗 , 𝑥𝑞) >

𝜏(𝑥𝑗 , 𝑥𝑘) :  

𝑠(𝑥𝑗 , 𝑥𝑖) − 𝜏(𝑥𝑗 , 𝑥𝑞) > 𝑠(𝑥𝑗 , 𝑥𝑞) −  𝜏(𝑥𝑗 , 𝑥𝑘) 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − 𝑠(𝑥𝑖, 𝑥𝑞) > 𝜏(𝑥𝑖 , 𝑥𝑞) −  𝜏(𝑥𝑗 , 𝑥𝑘) 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − 𝑠(𝑥𝑖, 𝑥𝑞) > 𝜏(𝑥𝑖 , 𝑥𝑞) −  𝜏(𝑥𝑗 , 𝑥𝑘) 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − 𝑠(𝑥𝑖, 𝑥𝑞) > 0 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) > 𝑠(𝑥𝑖 , 𝑥𝑞) 

 Si max
𝑖′,𝑖′ ≠𝑖

[𝜏(𝑥𝑗, 𝑥𝑖′)] = 𝜏(𝑥𝑗, 𝑥𝑘) et max
𝑞′,𝑞′≠𝑞

[𝜏(𝑥𝑗, 𝑥𝑞′)] = 𝜏(𝑥𝑗, 𝑥𝑖), avec 𝑥𝑘 et 𝑥𝑖, le premier 

et le deuxième plus proche voisin de 𝑥𝑗 respectivement, c’-à-d, 𝜏(𝑥𝑗 , 𝑥𝑘) > 𝜏(𝑥𝑗 , 𝑥𝑖) 

alors : 

𝑠(𝑥𝑗 , 𝑥𝑖) − 𝜏(𝑥𝑗 , 𝑥𝑘) > 𝑠(𝑥𝑗 , 𝑥𝑞) −  𝜏(𝑥𝑗 , 𝑥𝑖) 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − 𝑠(𝑥𝑖 , 𝑥𝑞) > 𝜏(𝑥𝑖, 𝑥𝑘) −  𝜏(𝑥𝑗 , 𝑥𝑖) 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − 𝑠(𝑥𝑖 , 𝑥𝑞) > 𝜏(𝑥𝑖, 𝑥𝑘) −  𝜏(𝑥𝑗 , 𝑥𝑖) 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) − 𝑠(𝑥𝑖 , 𝑥𝑞) > 0 

⇒ 𝑠(𝑥𝑗 , 𝑥𝑖) > 𝑠(𝑥𝑖 , 𝑥𝑞). 

■ 

Preuve Proposition 4.1. Soient 𝑥𝑖, 𝑥𝑗 et 𝑥𝑞 ∈ 𝑋. Supposons que 𝑟(𝑥𝑗 , 𝑥𝑖) > 0 et 𝑟(𝑥𝑗 , 𝑥𝑞) > 0, 

avec 𝑟(𝑥𝑗 , 𝑥𝑖) > 𝑟(𝑥𝑗 , 𝑥𝑞). De plus, supposons que 𝑥𝑖 n'a été choisi comme exemplaire pour aucun 

individu. 

𝑎(𝑥𝑗 , 𝑥𝑖) = min{0, 𝑟(𝑥𝑖, 𝑥𝑖) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑖)]

𝑖′,𝑖′≠{𝑗,𝑖}

} 
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⇒ 𝑎(𝑥𝑗 , 𝑥𝑖) = min{0, 𝑟(𝑥𝑖, 𝑥𝑖) + ∑ max[0, 𝑟(𝑥𝑖′ , 𝑥𝑖)]

𝑖′,𝑖′≠𝑖

− max[0, 𝑟(𝑥𝑗 , 𝑥𝑖)]} 

⇒ 𝑎(𝑥𝑗 , 𝑥𝑖) = min{0, 𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖 , 𝑥𝑖) − max[0, 𝑟(𝑥𝑗 , 𝑥𝑖)]} 

Comme 𝑟(𝑥𝑗 , 𝑥𝑖) > 0,  alors :  max[0, 𝑟(𝑥𝑗 , 𝑥𝑖)] = 𝑟(𝑥𝑗 , 𝑥𝑖), 

⇒ 𝑎(𝑥𝑗 , 𝑥𝑖) = min{0, 𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖 , 𝑥𝑖) − 𝑟(𝑥𝑗 , 𝑥𝑖)} 

⇒ 𝑎(𝑥𝑗 , 𝑥𝑖) ≤ 𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖, 𝑥𝑖) − 𝑟(𝑥𝑗 , 𝑥𝑖) 

⇒ 𝑎(𝑥𝑗 , 𝑥𝑖) + 𝑟(𝑥𝑗 , 𝑥𝑖) ≤ 𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖, 𝑥𝑖). 

Comme 𝑥𝑖 n’était pas choisi comme exemplaire, d'après le Lemme 4.3 (2) nous avons : 

𝑟(𝑥𝑖, 𝑥𝑖) + 𝑎(𝑥𝑖, 𝑥𝑖) < 0 ⇒ 𝑎(𝑥𝑗 , 𝑥𝑖) + 𝑟(𝑥𝑗 , 𝑥𝑖) < 0. 

Comme 𝑎(𝑥𝑗 , 𝑥𝑖) < 0 (Lemme 4.1) et  𝑟(𝑥𝑗 , 𝑥𝑖) > 0, nous avons 𝑎(𝑥𝑗 , 𝑥𝑖) + 𝑟(𝑥𝑗 , 𝑥𝑖) < 0, alors 

|𝑎(𝑥𝑗 , 𝑥𝑖)| > 𝑟(𝑥𝑗 , 𝑥𝑖). 

■ 

 

La Proposition 4.1 montre que lorsque la responsabilité entre deux individus, 𝑥𝑖 et 𝑥𝑗, est 

positive et supérieure à toutes les autres responsabilités, mais que l'exemplaire candidat, 𝑥𝑖, n'est 

choisi comme exemplaire pour aucun individu, la disponibilité en valeur absolue dépasse la valeur 

de la responsabilité et affecte l’individu 𝑥𝑗 à une autre classe, même si ces individus ne peuvent 

pas être agrégés. 

La présence de disponibilité dans le critère 𝐸∗(𝑥𝑖) pour la recherche d'exemplaires peut 

affecter un exemplaire à un individu même s'ils sont très dissemblables. Cela perturbe la décision 

finale et ne détecte pas correctement les classes réelles présentes. 

Dans ces conditions, l'identification d'exemplaires en ne maximisant que 𝑅, contribue à la 

formation des classes homogènes représentatives des données observées. 

Ceci conduit à modifier le critère de décision 𝐸∗ pour l’identification des exemplaires en 

n'utilisant que la responsabilité R : 

𝐸∗(𝑥𝑖) = argmax
𝑘

 [�̂�(𝑥𝑖, 𝑥𝑘)] (4.6)  

 

Les étapes de la méthode UP-OAP sont présentées dans l'Algorithme 4.1.  
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Algorithme 4.1. UP-OAP 

Entrée : Tableau de données (𝑁 individus × B attributs) représentant l’ensemble des individus à 

partitionner  

 

1. Calculer la matrice de similarité 𝑆 de taille 𝑁 × 𝑁 

𝑠(𝑥𝑖, 𝑥𝑘) = −𝑑1(𝑥𝑖, 𝑥𝑘), où 𝑑1 est la distance associée à la norme 𝐿1 

2. Initialiser : 𝑟(𝑥𝑖, 𝑥𝑘) = 0, 𝑎(𝑥𝑖, 𝑥𝑘) = 0 

3. Remplacer les éléments diagonaux de S par la valeur de 𝑝
𝑖
 

4. Calculer toutes les responsabilités compte tenu des disponibilités selon les équations (2.13), 

(4.2) et (4.4) 

5. Calculer toutes les disponibilités compte tenu des responsabilités selon les équations 

(2.15), (4.3) et (4.5) 

6. Identifier les exemplaires 𝑥𝑘 qui maximisent 𝐸∗ = argmax
𝑘

 [�̂�(𝑥𝑖, 𝑥𝑘)] (équation (4.6)) 

7. Si les exemplaires ne changent pas procéder à l’étape suivante (8) 

Sinon répéter étapes (4) à (6) jusqu’à convergence 

Fin si  
8. Agréger chaque individu à son exemplaire le plus proche et arrêter 

 

Sorties : Partition 𝑃 de 𝐾 classes et exemplaire 𝐼𝑗  de chaque classe 𝐶𝑗 

 

4.2.2 Partitionnement des données de grande taille par bloc et hiérarchisation 

Dans cette section, nous détaillons les principales étapes de la méthode de partitionnement 

hiérarchique non supervisée des données de grande taille basée sur l'algorithme UP-OAP. Les deux 

étapes principales de cette méthode HUP-OAP hiérarchique sont respectivement la formation de 

la première et des autres partitions, en identifiant la plus pertinente, selon un critère d'optimisation. 

Ces étapes sont décrites ci-dessous. 

4.2.2.1 Partitionnement par bloc   

L'application de la méthode UP-OAP sur des données de grande taille, comme les images 

aériennes hyperspectrales, nécessite un partitionnement par blocs et la fusion des résultats du 

partitionnement des blocs. Cette sous-section détaille les principales étapes de la formation de la 

première partition obtenue en appliquant d’abord l’UP-OAP sur chaque bloc, puis suivi d’un 

processus de fusion des classes de tous les blocs. 

Pour pouvoir partitionner tous les pixels d'une image ou un ensemble de données représentées 

par des attributs quantitatifs, l'image ou l’ensemble de données est divisé en blocs réguliers de 

même taille, sans chevauchement entre les blocs. Cette procédure est détaillée dans les 3 étapes 

suivantes et décrite dans l’Algorithme 4.2. Elle est illustrée par le partitionnement d’une image. 
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Soit 𝐼𝑚 l'image originale (ou données) à partitionner composée de 𝑁 pixels, où chaque pixel 

𝑥𝑖 ∈ 𝐼𝑚 est caractérisé par 𝐵 attributs. 

 Etape 1 : Division de l’image en blocs 

L’image originale, 𝐼𝑚, est divisée en 𝑁𝐵 blocs 𝐵𝑖𝑗 de taille 𝑌1 × 𝑌2, 𝑖 = {1,2, … ,𝑀1}, 𝑗 =

{1,2, … ,𝑀2},  où 𝑀1 et 𝑀2 sont respectivement le nombre de ligne et de colonne des blocs (𝑀1 ×

𝑀2 = 𝑁𝐵) : 

𝐼𝑚 =

[
 
 
 
𝐵11 𝐵12 ⋯ 𝐵1𝑀2

𝐵21 𝐵22 ⋯ 𝐵2𝑀2

⋮ ⋮ ⋮ ⋮
𝐵𝑀11

𝐵𝑀12
⋯ 𝐵𝑀1𝑀2]

 
 
 

 

 Etape 2 : Application de la méthode UP-OAP (Algorithme 4.1) sur chaque bloc et 

identification des exemplaires des classes de chaque bloc 𝐵𝑖𝑗 

Soit 𝑃𝑖𝑗 la partition du bloc 𝐵𝑖𝑗, 𝐼𝑖𝑗 l’ensemble des exemplaires de 𝑁𝑖𝑗 classes de 𝐵𝑖𝑗 et 

𝐼𝑖𝑗
𝑘  l’exemplaire de la classe 𝐶𝑖𝑗

𝑘 , 𝑖 = {1,2, … ,𝑀1}, 𝑗 = {1,2, … ,𝑀2} et 𝑘 = {1, 2, … ,𝑁𝑖𝑗} :  

𝐼𝑖𝑗 = {𝐼𝑖𝑗
1 , 𝐼𝑖𝑗

2 , … , 𝐼
𝑖𝑗

𝑁𝑖𝑗} 

𝑃𝑖𝑗 = {𝐶𝑖𝑗
1 , 𝐶𝑖𝑗

2 , … , 𝐶
𝑖𝑗

𝑁𝑖𝑗} 

 Etape 3 : Formation de la 1è𝑟𝑒 partition 

Fusion des classes des blocs 𝐵𝑖𝑗 par application de la méthode UP-OAP sur les exemplaires 

de blocs. 

Définition 4.1. Le nombre d'exemplaires de pixels, 𝑁0, considéré pour le partitionnement est défini 

par : 

𝑁0 = ∑∑ 𝑁𝑖𝑗

𝑀2

𝑗=1

𝑀1

𝑖=1

 (4.7)  

 

où 𝑁𝑖𝑗 est le nombre de classes obtenues par UP-OAP sur le bloc 𝐵𝑖𝑗, 𝑀1 est le nombre de blocs 

dans une ligne et 𝑀2 est le nombre de blocs dans une colonne. 
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Proposition 4.2. Si 𝑆0 est la matrice de similarité de taille 𝑁0 × 𝑁0 calculée sur le nouvel ensemble 

de données 𝑋0, de taille 𝑁0 formé par les exemplaires des classes de blocs, alors on a 𝑁0 ≪ 𝑁.   

Cette proposition montre que la taille de la matrice de similarité utilisant les exemplaires est plus 

petite que celle calculée sur l'ensemble de l'image originale, ce qui permet d'appliquer UP-OAP sur 

des images de très grande taille. 

Algorithme 4.2. Partitionnement par bloc 

 

Entrée :  

 Image originale 𝐼𝑚 ou Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble 

des individus à partitionner 

 Taille des blocs maximale (𝑌1  ×  𝑌2) permettant l'application de UP-OAP 

 

Procédure :  

1. Diviser l’image 𝐼𝑚 ou 𝑋 en 𝑁𝐵 blocs 𝐵𝑖𝑗, avec 𝑖 ∈ {1, 2, … ,𝑀1} et 𝑗 ∈ {1, 2, … ,𝑀2}, 

où 𝑀1 est le nombre des blocs en une ligne et 𝑀2 est le nombre des blocs en une colonne 

2. Appliquer UP-OAP sur chaque bloc 

Pour 𝑖 = 1 jusqu’à 𝑀1 faire 

Pour 𝑗 = 1 jusqu’à 𝑀2 faire 

Partitionnement du bloc 𝑩𝒊𝒋 par UP-OAP 

Soit 𝑃𝑖𝑗 la partition obtenue sur le bloc 𝐵𝑖𝑗 :  

𝐼𝑖𝑗 = {𝐼𝑖𝑗
1 , 𝐼𝑖𝑗

2 , … , 𝐼
𝑖𝑗

𝑁𝑖𝑗} est l’ensemble des exemplaires et 𝑁𝑖𝑗 est le nombre des classes de 𝑃𝑖𝑗 

𝑃𝑖𝑗 = {𝐶𝑖𝑗
1 , 𝐶𝑖𝑗

2 , … , 𝐶
𝑖𝑗

𝑁𝑖𝑗} 

Fin pour  

Fin pour 

3. Fusionner les classes de blocs 𝐵𝑖𝑗 par application de la méthode UP-OAP sur les exemplaires 

de blocs 

4. Former la partition 𝑃1 : fusion de chaque individu à son exemplaire 

 

Sortie : Première Partition 𝑃1 et 𝑁1 exemplaires 

 

4.2.2.2 Hiérarchisation  

Cette étape permet de créer un lien hiérarchique entre les classes des partitions. Ces partitions 

sont générées en utilisant la méthode UP-OAP à partir d'exemplaires des classes de la première 

partition, 𝑃1. Ainsi, pour obtenir plusieurs partitions de manière hiérarchique, la méthode UP-OAP 

est appliquée itérativement à chaque niveau, 𝑖 (𝑖 ≥ 2), aux exemplaires de classes de la partition 

𝑃𝑖−1 correspondant au niveau 𝑖 − 1. Cette opération "exemplaires-partitionnement" est répétée tant 
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que les résultats du partitionnement ne sont pas stables. A chaque niveau, le nombre de classes de 

la partition est automatiquement estimé. La partition optimale et le nombre estimé de classes sont 

donnés par la partition qui maximise le critère de Levine et Nazif [3], noté 𝐿𝑁. Cette procédure est 

détaillée dans l'Algorithme 4.3. 

En résumé, la méthode développée ici pour partitionner les images de grande taille, nommée 

Partitionnement hiérarchique non supervisé par propagation d'affinité optimisée (HUP-OAP), est 

composée des trois algorithmes présentés précédemment : la génération de la première partition 

(Algorithme 4.2) en utilisant la méthode UP-OAP (Algorithme 4.1) sur l’ensemble des exemplaires 

des blocs et la hiérarchisation d’un partitionnement (Algorithme 4.3). La méthode HUP-OAP 

permet la formation de plusieurs partitions de manière hiérarchique tout en fusionnant l’ensemble 

des classes similaires des blocs. Ses principales étapes pour partitionner des données de grande 

taille sont résumées dans l'Algorithme 4.4. 

 

Algorithme 4.3.  Hiérarchisation  

 

Entrée : Ensemble de données 𝑋1 (𝑁1 exemplaires × 𝐵 attributs) composé des exemplaires de la 

première partition 𝑃1 de 𝑁1 classes 𝐶𝑗  

 

1. Appliquer UP-OAP sur l'ensemble de données 𝑋1  

2. Répéter UP-OAP sur le nouvel ensemble 𝑋𝑖, 𝑖 ≥ 2   

𝑋𝑖 est composé des exemplaires 𝐼𝑖−1
𝑗

  de chaque classe 𝐶𝑗 de la partition 𝑃𝑖−1, avec  

𝑋𝑖 = {𝐼𝑖−1
1 , 𝐼𝑖−1

2 , … , 𝐼𝑖−1
𝑁𝑖−1  } 

Formation de la partition 𝑃𝑖 : fusionner chaque individu avec son exemplaire 

Jusqu’à la stabilité de la partition 𝑃𝑖 

3. Choisir la partition finale optimale qui maximise le critère 𝐿𝑁  

𝑃𝑓𝑖𝑛𝑎𝑙𝑒 = max
𝑖

[𝐿𝑁𝑖] 

 

Sortie : Les partitions hiérarchiques de l'image, la partition optimale et l’ensemble d'exemplaires 

de ses classes  
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Algorithme 4.4.  HUP-OAP  

 

Entrée : Image originale 𝐼𝑚 ou Tableau de données (𝑁 objets × 𝐵 attributs) représentant 

l’ensemble des individus à partitionner  

 

1. Appliquer l’Algorithme 4.2 pour obtenir la première partition 𝑃1 et ses exemplaires  

2. Former l’ensemble de données 𝑋1, composé des exemplaires de 𝑃1 

3. Appliquer l’Algorithme 4.3 sur l’ensemble des exemplaires 𝑋1 

 

Sortie : Les partitions hiérarchiques de l'image, la partition optimale et l’ensemble d'exemplaires 

de ses classes 

 

4.2.3 Evaluation numérique  

Dans cette section, nous présentons l'évaluation de la méthode proposée sur deux images 

hyperspectrales. La première est l’image hyperspectrale synthétique de petite taille déjà présentés 

dans la Figure 6 (page 62) et la seconde est une image réelle de grande taille ou le but applicatif est 

l’identification des algues marines. 

4.2.3.1 Partitionnement de l’image hyperspectrale synthétique  

La Figure 11 montre le résultat du partitionnement optimal (critère 𝐿𝑁 : 0.25) obtenu au niveau 

2 par la méthode HUP-OAP proposée (Algorithme 4.4), où le nombre estimé de classes est de 10. 

Pour cette évaluation, l’ensemble de 100 caractéristiques correspondant à la signature spectrale de 

chaque pixel est considéré et l’image est divisée en 16 blocs, où la taille de chaque bloc est de 

15×15 pixels, pour couvrir l’ensemble de l’image.  

La matrice de confusion du Tableau 10 met en évidence la répartition des pixels des classes de 

la VT dans les classes formées par la méthode HUP-OAP. La qualité du résultat du partitionnement 

est évaluée selon le critère CCR. Connaissant l’existence de plusieurs critères d’évaluation et la 

redondance de certains d’entre eux (KAPPA, CCR, etc.), nous nous sommes limités à celui du CCR 

qui donne une lecture simple et directe des résultats pour l’utilisateur lorsqu’on dispose d’une VT 

pour évaluer un algorithme. La valeur du critère optimisant une partition est également donnée à 

titre indicatif pour chaque partition.    

 Le CCR obtenu par la méthode proposée est de 96.89%. Ce taux peut être corrigé à 99.91%, 

si l’on considère l’homogénéité de la classe 10 formée uniquement par un sous-ensemble de pixels 

de la classe C6 de la VT comme le montre le Tableau 10. Cet exemple illustre parfaitement l’intérêt 

d’une méthode non supervisée. En effet, cette classe correspond à une algue verte, mais la méthode 
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proposée la divise clairement en deux sous-classes. Ceci est dû au fait que lors de l’élaboration de 

la VT, les deux variantes de cette classe n’ont pas été précisées. Les classes 6 et 10 formées par la 

méthode non supervisée HUP-OAP correspondent donc aux classes d’algues vertes, mais avec des 

variations. L’utilisateur aura dans ce cas, le choix de conserver ces deux classes pour une analyse 

plus fine ou tout simplement les fusionner. Par exemple, ici la discrimination des classes intègre 

une information liée à la profondeur de l’eau (le spectre des algues vertes à travers la colonne 

d’eau). C’est donc grâce au caractère non supervisé de la méthode proposée qu’il est possible de 

mettre objectivement en évidence la richesse des informations fournies par l’imagerie 

hyperspectrale dans le proche infrarouge (NIR) par rapport à celles fournies uniquement dans le 

domaine visible. La classe 10 formée peut refléter, par exemple, la présence d’algues dans des eaux 

plus profondes que celle de la classe 6 formée. 

Le Tableau 11 montre que pour l’image de la Figure 6, les résultats de partitionnement sont 

les mêmes quelle que soit la taille des blocs. Nous pouvons remarquer que le résultat du 

partitionnement de l’image sans division en blocs est identique à celui obtenu par division en blocs. 

Nous pouvons également constater que plus la taille des blocs est petite, plus le temps CPU et 

l’espace mémoire sont réduits. 

Afin de comparer les performances de la méthode développée, nous avons choisi des méthodes 

non supervisées (AP Originale et U-OFCM) et des méthodes qui nécessitent un minimum de 

connaissances a priori, c’est-à-dire la connaissance du nombre de classes sans aucun échantillon 

d’apprentissage (S-OFCM, FCM et K-means).  

Pour les méthodes semi-supervisées, le nombre de classes a été fixé à 9, afin de correspondre 

au nombre de classes de la VT et pour les méthodes FCM, U-OFCM et S-OFCM, le paramètre de 

fuzzification a été fixé à 2. Nous précisons que pour les méthodes K-means et FCM, les taux donnés 

sont la moyenne de cinq résultats fluctuants en raison de leur non-stabilité due au processus 

d’initialisation des classes. Pour les méthodes de l’état de l’art, nous n’avons pas modifié le critère 

de similarité, la métrique utilisée est la distance euclidienne (𝑑2).  

Le Tableau 12 donne les performances des trois méthodes non supervisées et des trois 

méthodes semi-supervisées en calculant quatre critères : CCR (%), CCR-SCVT (%) en tenant 

compte des subdivisions fines des classes de la VT sans confusion, temps CPU (s) et espace 

mémoire (Mb). 
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Ces résultats montrent que la méthode développée donne les meilleurs résultats selon trois 

critères (CCR, CCR-SCVT et temps CPU), en plus de son avantage non supervisé. Par contre, elle 

nécessite plus d’espace mémoire que les méthodes U-OFCM, S-OFCM, FCM et K-means à cause 

des matrices de responsabilité et de disponibilité, mais beaucoup moins que la méthode AP 

originale. Nous pouvons également noter que les méthodes classiques semi-supervisées FCM et K-

means donnent globalement les résultats les moins intéressants selon le critère CCR. De plus, leurs 

résultats ne sont pas stables d’une exécution à l’autre, malgré l’introduction du nombre de classes.  

 

Méthodes non supervisées 

HUP-OAP AP original U-OFCM 

𝑝𝑚𝑒𝑑 𝑝𝑚𝑖𝑛 

    

10  13  9  6 

Nombre estimé de classes  

 

 

 

Figure 11. Résultats du partitionnement de l’image hyperspectrale synthétique de la Figure 6 par 

des méthodes non supervisées et semi-supervisées. 

  

 

Méthodes semi-supervisées 

S-OFCM FCM K-means 

   
Nombre de classes fixé à 9 
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Tableau 10. Matrice de confusion du résultat du partitionnement de l’image hyperspectrale 

synthétique de la Figure 6 par HUP-OAP. 

  Classes formées par HUP-OAP 

  1  2  3  4  5  6  7  8  9  10  
C

la
ss

es
 d

e 
la

 V
T

 

C1  989 0 0 0 0 0 0 0 0 0 

C2  0 158 0 0 0 0 0 0 0 0 

C3  0 0 177 0 0 0 0 0 0 0 

C4  0 0 0 281 0 0 0 0 0 0 

C5  0 0 0 0 786 0 0 0 0 0 

C6  0 0 0 0 0 143 3 0 0 109 

C7  0 0 0 0 0 0 416 0 0 0 

C8  0 0 0 0 0 0 0 493 0 0 

C9  0 0 0 0 0 0 0 0 45 0 

CCR   96.89% 

CCR-SCVT  99.91% subdivision de la classe 6 en 2 sous classes 

 

Tableau 11. Résultats de partitionnement par HUP-OAP de l’image hyperspectrale synthétique 

de la Figure 6 suivant la taille des blocs. 

 

Tableau 12. Performances de la méthode développée et des cinq autres méthodes comparées sur 

l’image hyperspectrale synthétique de la Figure 6. 

Méthodes 

Non supervisées Semi-supervisées 

HUP-OAP 
AP 

U-OFCM S-OFCM FCM (*) K-means (*) 
𝑝𝑚𝑒𝑑 𝑝𝑚𝑖𝑛 

Nombre de classes 10 (estimé) 13 (estimé) 9 (estimé) 6 (estimé) 9 (fixé) 9 (fixé) 9 (fixé) 

CCR (%) 96.89 83.17 94.94 86.14 86.55 83.07 72.03 

CCR- SCVT (%) 99.91 97.83 98.38 86.14 93.71 84.80 86.85 

Temps CPU (s) 3.73 61.88 72.01 35.63 4.46 64.73 52.82 

Espace Mémoire (Mb) 23.19 296.93 296.93  3.82 3.17  2.99  2.75  
 (*) Taux moyen de 5 CCR. 

Nombre de blocs (Niveau, 𝑁𝑐) CCR (%) Temps CPU (s) Espace Mémoire (Mb) 

Image complète 

(60×60 pixels) 
(3, 10) 

96.89  

 

49.76 302.86  

2 (30×60 pixels) 

(2, 10) 

 

20.20  153.54 

4 (30×30 pixels) 10.77  79.23 

8 (15×30 pixels) 7.08  41.93 

16 (15×15 pixels) 3.73  23.19  
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4.2.3.2 Partitionnement de l’image hyperspectrale réelle de grande taille 

L'objectif de cette application réelle est d'identifier les algues marines et de fournir une 

cartographie précise du couvert végétal marin. A cette fin, deux principales espèces d'algues (vertes 

et brunes) doivent être discriminées. 

L'image de grande taille (630 × 1800 pixels) de la Figure 12 (a) utilisée pour cette évaluation 

a été acquise le 27 mai 2013 (partie du littoral français) à l'aide du capteur AISA Eagles intégré à 

la plateforme d'acquisition aérienne disponible au Laboratoire TSI2M. La résolution spatiale au sol 

de cette image est de 0.6 m et le nombre de bandes spectrales est de 100, couvrant la gamme 

spectrale V-NIR de 404.2 nm à 978.5 nm.  

Pour permettre l'évaluation et la validation des résultats de la méthode non supervisée proposée 

HUP-OAP, nous utilisons des mesures de terrain réalisées en même temps que le relevé aérien. Les 

mesures spectrales sur le terrain ont été acquises avec un spectroradiomètre couplé à un système 

GPS. Après cette étape, les points de la VT sont validés [33], où seuls les points au sol ayant une 

signature spectrale similaire à leurs pixels correspondants dans l'image hyperspectrale aérienne 

originale ont été retenues.  

Cet exemple illustre parfaitement qu'il est impossible en pratique d'élaborer une VT pour tous 

les pixels d'une image de grande taille. Pour cette raison, nous nous sommes limités à quelques 

points de relevé sur le terrain, afin d'évaluer et de valider la méthode de partitionnement non 

supervisée développée. 

La Figure 12 (b) montre l'emplacement des mesures de terrain des quatre classes sur l'image 

hyperspectrale originale. La Figure 13 met en évidence les signatures spectrales de la VT validées 

et la moyenne ± écart type (en luminance) de ces quatre classes principales : Algues brunes, Algues 

vertes, Roches+ Galets et Sable. Ces deux dernières classes peuvent être regroupées en une seule 

classe de Substrat. 
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(a) Image hyperspectrale originale (mode RVB) 

 
(b) Emplacements des points de la VT (mode RVB) 

 
 Algues vertes (4 points : 20, 21, 33, 205)  Algues brunes (10 points : 4, 14, 26, 28, 37, 146, 160, 162, 203, 207) 

 Substrat-Sable (3 points : 48, 49, 50)  Substrat-Roches+ Galets (6 points : 18, 19, 43, 44, 45, 194) 

 

Figure 12. Image hyperspectrale de taille 630 × 1800 pixels (100 bandes) affichée en mode RVB 

et points de la VT. 

Ligne 1: 

    

Ligne 2: 

    

 (a)  (b)  (c)  (d)  

Figure 13. Signatures spectrales des points de la VT par classe de l’image de la Figure 12. Ligne 

1 : (a) Algues vertes (Ulva armoricana) ; (b) Algues brunes (Fucus serratus) ; Substrat ((c) 

Roches+Galets et (d) Sable) et Ligne 2 : signature spectrale moyenne correspondante ± écart-type 

de chaque classe. 
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Pour partitionner cette image hyperspectrale de grande taille (630 × 1800 pixels × 100 bandes 

spectrales : la taille du tableau de données est de 1 134 000 pixels × 100 attributs) par la méthode 

HUP-OAP (Algorithme 4.4), la taille choisie de chaque bloc est de 15 × 15 pixels (5040 blocs). La 

Figure 14 montre le résultat du partitionnement optimal de l'image hyperspectrale de la Figure 12 

(a) maximisant le critère LN qui est obtenu au niveau 4. Le nombre estimé de classes pour cette 

partition est de 5. Le Tableau 13 donne pour chaque niveau de partitionnement le nombre estimé 

de classes par la méthode HUP-OAP et la valeur du critère d'optimisation 𝐿𝑁.  

Les points de la VT des quatre classes (Algues vertes, Algues brunes, Roches+Galets et Sable) 

appartiennent aux quatre classes différentes formées. Ce résultat met en évidence une cinquième 

classe dont la signature spectrale correspond à celle de l'eau. Nous observons sur la Figure 15 que 

la signature spectrale moyenne ± l'écart-type de chaque classe formée diffère des autres et peut être 

utilisée comme échantillons d'apprentissage de référence pour complémenter les points de la VT. 

La partition optimale obtenue au niveau 4 montre que le CCR est de 100%, en vérifiant les positions 

des 23 points des quatre classes de la VT au sein des classes formées.  

La méthode ainsi développée donne, en plus du partitionnement optimal, d'autres partitions 

qui peuvent contribuer à l'analyse fine et à l'interprétation des données selon les besoins des 

utilisateurs. Il est également important de souligner que nous avons démontré par les différents 

tests conduits que le résultat du partitionnement est indépendant du choix de la taille des blocs. 

Sur la base des signatures spectrales de référence, le taux de couverture des algues donné par 

la partition optimale correspond à 44.61% (19% pour les algues brunes et 25.61% pour les algues 

vertes), comme le montre le Tableau 14. 

Le temps de calcul et l'espace mémoire pour le partitionnement de cette image avec la méthode 

proposée sur un processeur Intel(R) Core (TM) i7-7700 CPU à 3,6 GHz et 16 Go de mémoire sont 

donnés dans le Tableau 15 pour deux tailles de blocs différentes. On peut voir que le temps de 

calcul et l’espace mémoire diminuent avec la diminution de la taille des blocs. Le temps indicatif 

donné ici peut être grandement réduit car le partitionnement des blocs peut être fait en parallèle, 

sur une machine multiprocesseur. 

En comparaison (voir Tableau 16), la méthode non supervisée développée donne de meilleures 

performances par rapport à la méthode OFCM [48] dans ses versions non supervisée et semi-
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supervisée, désignées respectivement par U-OFCM et S-OFCM et par rapport aux méthodes semi-

supervisées K-means et FCM. Le nombre de classes pour ces trois dernières méthodes a été fixé à 

cinq et la métrique utilisée pour calculer la matrice de similarité est la distance euclidienne (𝑑2). 

Nous rappelons que l'algorithme AP original ne peut pas être appliqué pour partitionner cette image 

de grande taille. 

L'analyse du résultat de U-OFCM montre que le nombre estimé de classes correspond aux 

classes algues vertes, algues brunes, substrat et eau. Dans ce cas, les points de la VT appartenant 

aux Roches+Galets et Sable sont agrégés dans la même classe substrat. Cela signifie que les points 

de la VT 48, 49 et 50 de la classe Sable ne sont pas bien discriminés par rapport à ceux des points 

de la classe Roches+Galets, ce qui donne un taux de 86.95%. Si l'on ne tient pas compte de la 

discrimination entre ces deux classes de Substrat, le taux peut donc être de 100%. Cependant, ce 

résultat est moins précis que celui de la méthode HUP-OAP qui donne plus de détails en divisant 

la classe substrat en deux sous-classes. Une autre information intéressante est donnée par la 

partition du niveau 5, où les classes d'algues sont fusionnées dans une classe et les autres (substrats 

et eau) dans une autre classe. En outre, l'utilisateur peut utiliser les autres partitions de la hiérarchie 

pour plus de détails. Dans le cas de la méthode S-OFCM, les points de la VT 19 et 44 de la classe 

Roches+Galets ont été agrégés dans la classe Sable, ce qui donne un CCR de 91.30%. 

Tableau 13. Nombre estimé de classes par la méthode HUP-OAP et valeurs du critère 

d'optimisation LN pour chaque partition de l’image hyperspectrale réelle de la Figure 12. 

Niveau Nombre estimé de classes Valeur du critère LN 

1 1162 0.029 

2 181 0.038 

3 33 0.070 

4 5 0.170 

5 2 0.140 
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 Algues vertes 

 Algues brunes 

 Substrat-Sable 

 Substrat-Roches+Galets  

 Eau 

Figure 14. Résultat du partitionnement optimal obtenu par la méthode HUP-OAP appliquée à 

l’image hyperspectrale de la Figure 12 (5 classes localisées, LN = 0.17 au niveau 4). 

   
(a)  (b)  (c)  

  
(d)   (e)  

Figure 15. Signature spectrale moyenne ± écart-type de chaque classe de la Figure 14 obtenue 

par HUP-OAP sur l'image hyperspctrale réelle de la Figure 12 : (a) Algues vertes ; (b) Algues 

brunes ; (c) Roches+Galets ; (d) Sable ; (e) Eau. 

Tableau 14. Taux de couverture de chaque classe de la Figure 14 obtenue au niveau 4 par HUP-

OAP. 

Classes Nombre de pixels Taux de couverture (%) 

Algue verte 290452 25.61 

Algue Brune 215509 19.00 

Roches+Pierres 180802 15.94 

Sable 170617 15.05 

Eau 276620 24.39 
 

Tableau 15. Temps CPU et espace mémoire de l'image hyperspctrale réelle partitionnée de la 

Figure 12 par HUP−OAP. 

Nombre de blocs Temps CPU (s) Espace mémoire (Mb) 

200 (63×90) 6874.25 148850 

5040 (15×15) 3126.51 9472.8 
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Tableau 16. Performances de la méthode développée HUP-OAP, U-OFCM, S-OFCM, FCM et 

K−means sur l'image hyperspctrale réelle de la Figure 12. 

Méthodes Nombre de classes CCR (%) 

HUP-OAP 5 (estimé) 100 

U-OFCM 4 (estimé) 86.85 

S-OFCM 5 (fixé) 91.30 

FCM (*) 5 (fixé) 79.12  

K-means (*) 5 (fixé) 78.25  

(*) Taux moyen de 5 CCR. 

4.2.4 Conclusion  

Dans cette section, nous avons développé une nouvelle méthode de partitionnement basée sur 

une optimisation de l’AP en introduisant une étape de découpage en blocs pour pouvoir partitionner 

des données de grande taille et une hiérarchisation pour permettre à l’utilisateur d’avoir plusieurs 

partitions. Les évaluations de la méthode développée sur des images hyperspectrales synthétiques 

et réelles montrent que les résultats sont pertinents sans aucune intervention de l'utilisateur final. 

Cependant, le temps de calcul et l’espace mémoire sont important, à cause des matrices de 

similarité, de responsabilité et de disponibilité. De plus, dans l’étape d’hiérarchisation, il n’est pas 

tenu compte du nombre d’individus dans chaque classe formée, ce qui influe sur le résultat de 

partitionnement.   

Pour remédier à ces inconvénients, nous développons dans la section suivante une nouvelle 

méthode en effectuant des transformations appropriées pour garantir la stabilité des résultats en 

présence des individus dupliqués.     

4.3 Méthode HUP-OAP avec réduction de la taille de la matrice de similarité  

Dans cette section, nous présentons une nouvelle méthode basée sur le principe de celle de 

l’HUP-OAP décrite précédemment, en considérant toutes les configurations possibles des grands 

ensembles de données et en effectuant les transformations appropriées sur chaque ensemble afin 

de réduire la taille de la matrice de similarité (Reduced Similarity Matrix : RSM). Cette méthode 

nommée HUP-OAPM-RSM permet également de réduire le temps de calcul et la complexité et 

ainsi garantir la stabilité des résultats en présence ou en l’absence des individus identiques. 

L’apport de cette méthode réside dans la reformulation du critère de disponibilité. Dans cette 

reformulation nous tenons compte du nombre d'individus identiques ou associés dans l’ensemble 

de données afin de réduire la taille des matrices de similarité, de responsabilité et de disponibilité. 
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Il est à noter que la réduction de la taille de la matrice de similarité contribue à la réduction du 

temps de calcul et de l’espace mémoire.  

Dans cette section nous démontrons d’abord l’importance de la reformulation du critère de 

disponibilité. Ensuite, nous décrivons la procédure de transformation des données permettant la 

réduction de la taille de la matrice de similarité dans le processus de partitionnement. Enfin, nous 

précisons les étapes de l’algorithme correspondant à la méthode HUP-OAP-RSM et les résultats 

de son évaluation.  

4.3.1 Réformulation du critère de disponibilité  

Afin de mettre en évidence l'importance de la reformulation du critère de disponibilité, nous 

démontrons tout d'abord que les résultats de l’AP original changent en présence ou en absence 

d'individus identiques comme prouvé numériquement dans la Section 2.3 du chapitre 2, c'est-à-dire 

que les critères d’optimisation initiaux de l’AP ne prennent pas en compte le nombre d'individus 

identiques s'ils ne sont représentés que par leur exemplaire dans l’ensemble de données à 

partitionner.  

Soit chaque individu, 𝑥𝑖 ∈ 𝑋, caractérisé par le vecteur d’attributs Ai = (ai1, ai2, …, aiB), où B 

désigne le nombre d’attributs. Supposons qu'il y a des individus identiques et des individus non 

dupliqués dans 𝑋 et il peut être écrit comme suit :  

𝑋 = 𝑋1 ∪ 𝑋2, avec 𝑋1 = {𝑥1, 𝑥2, … , 𝑥𝑁1
} est l’ensemble de 𝑁1 individus non-dupliqués, c’-à-d.  

∀ 𝑥𝑖 ∈ 𝑋1, 𝐻(𝑥𝑖) = 1 et 𝑋2 = {𝑥𝑁1+1, 𝑥𝑁1+2, … , 𝑥𝑘 , … , 𝑥𝑁} est l’ensemble de 𝑁2 individus 

dupliqués, où 𝐻(𝑥𝑗) est le nombre des individus identiques représentés par 𝑥𝑗, avec 𝐻(𝑥𝑗) ≥ 2.  

Soit 𝐶𝑙 l’ensemble des classes des individus dupliqués de 𝑋2 tel que : 

𝑋2 = ⋃𝐶𝑙

𝑁𝑐

𝑙=1

 et ⋂𝐶𝑙

𝑁𝑐

𝑙=1

= ∅ 

Avec 𝑁𝑐 < 𝑁2, où 𝑁𝑐 est le nombre de classes des individus dupliqués dans 𝑋2.  

Supposons que chaque classe 𝐶𝑙 est représentée par un de ses éléments, qui peut être noté 𝑧𝑙 et 𝑋3 

est l’ensemble des exemplaires avec 𝑋3 = {𝑧𝑁1+1, 𝑧𝑁1+2, … , 𝑧𝑁1+𝑙, … , 𝑧𝑁1+𝑁𝑐
} et 𝑋3 ⊂ 𝑋2. 
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En considérant 𝑋1 l’ensemble des individus non dupliqués et 𝑋3 ceux des exemplaires de classes 

𝐶𝑙, on reconstruit un nouvel ensemble de données à partitionner, noté comme 𝑋0, avec 𝑋0 = 𝑋1 ∪

𝑋3 :  

𝑋0 = {𝑧1, 𝑧2, … , 𝑧𝑁1
, 𝑧𝑁1+1, … , 𝑧𝑁1+𝑁𝑐

} 

où 𝑧𝑖 = 𝑥𝑖, pour 𝑖 = 1, 2, … ,𝑁1 et 𝑐𝑎𝑟𝑑(𝑋0) = 𝑁1 + 𝑁𝑐 = 𝑁0 avec 𝑁0 < 𝑁1 + 𝑁2. 

 

Proposition 4.3. Soit 𝑋 l'ensemble de données de taille 𝑁 × 𝐵 à partitionner, où 𝐵 désigne le 

nombre de caractéristiques. Soit 𝑋0 le nouvel ensemble de données de taille réduite 𝑁0 × 𝐵, 

composé d'exemplaires d'individus identiques et d'individus non dupliqués (𝑋0 ⊂ 𝑋). Considérons 

𝑃𝑋 et 𝑃𝑋0
 les partitions obtenues en appliquant AP sur 𝑋 et 𝑋0, respectivement, alors 𝑃𝑋 ≠ 𝑃𝑋0

.   

Preuve 4.3. Pour démontrer que 𝑃𝑋 ≠ 𝑃𝑋0
, il suffit de démontrer que les valeurs des responsabilités 

et des disponibilités changent dans les cas de 𝑋 et 𝑋0. 

Pour le calcul de disponibilité trois cas sont à considérer : 

cas 1: 𝑋 = 𝑋1 avec 𝑋2 = ∅ et 𝑁1 = 𝑁;  

cas 2: 𝑋 = 𝑋1 ∪ 𝑋2 ; 

cas 3: 𝑋 = 𝑋2 avec 𝑋1 = ∅ et 𝑁2 = 𝑁. 

 Cas 1 : 𝑿 = 𝑿𝟏 avec 𝑿𝟐 = ∅ et 𝑵𝟏 = 𝑵 

Ce cas suppose que l'ensemble de données à partitionner n'est pas composé d’individus dupliqués, 

c'est-à-dire, ∀ 𝑥𝑖 ∈ 𝑋1, 𝐻(𝑥𝑖) = 1. 

Le critère de disponibilité est identique aux équations (2.15) et (2.16). Alors, dans ce cas : 

 𝑷𝑿 = 𝑷𝑿𝟎 . 

 Cas 2 : 𝑿 = 𝑿𝟏 ∪ 𝑿𝟐 

Ce cas suppose que l'ensemble de données est composé d’individus non dupliqués et d’individus 

identiques, c'est-à-dire, ∀ 𝑥𝑖 ∈ 𝑋1, 𝐻(𝑥𝑖) = 1 et ∀ 𝑥𝑗 ∈ 𝑋2, 𝐻(𝑥𝑗) ≥ 2, respectivement. Dans ce 

cas, cinq sous-cas sont à considérer pour le calcul de la disponibilité : 

a) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟏     

𝑎(𝑥𝑖, 𝑥𝑘) = min { 0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠{𝑖,𝑘}

+ ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]

𝑥𝑙∈𝑋2

} 
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= min {0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠{𝑖,𝑘}

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]

𝑥𝑞∈𝐶1

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]

𝑥𝔷∈𝐶2

+ ⋯

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]

𝑥ℴ∈𝐶𝑁𝑐

}

 

𝑎(𝑥𝑖, 𝑥𝑘) = min {0, 𝑟(𝑥𝑘 , 𝑥𝑘)

+ ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)] + 𝑯(𝒙𝒒) × max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)] +
𝑥𝑗∈𝑋1

𝑗≠{𝑖,𝑘}

𝑯(𝒙𝖟)

× max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯+  𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]} 

(4.8)  

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)] + ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]

𝑥𝑙∈𝑋2𝑥𝑗∈𝑋1

𝑗≠𝑘

 

= ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)] + ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]

𝑥𝑞∈𝐶1

+
𝑥𝑗∈𝑋1

𝑗≠𝑘

∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]

𝑥𝔷∈𝐶2

+ ⋯

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]

𝑥ℴ∈𝐶𝑁𝑐

 

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑘

+ 𝑯(𝒙𝒒) × max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)] + 𝑯(𝒙𝖟)

× max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯+ 𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)] 

(4.9)  

Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑞) = 𝐻(𝑥𝑧) = 𝐻(𝑥𝑜) = 1, notons 𝐴0 et 𝑅0 les nouvelles 

matrices de responsabilité et de disponibilité et 𝑟0 (𝑥𝑖 , 𝑥𝑘) et 𝑎0 (𝑥𝑖, 𝑥𝑘) leurs éléments respectifs. 

𝑎0(𝑥𝑖, 𝑥𝑘) = min {0, 𝑟0(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)] +𝑥𝑗∈𝑋1

𝑗≠{𝑖,𝑘}

max[0, 𝑟0(𝑥𝑞 , 𝑥𝑘)] +max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]} < 𝑎(𝑥𝑖, 𝑥𝑘). 
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𝑎0(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)]𝑥𝑗∈𝑋1

𝑗≠𝑘

+ max[0, 𝑟0(𝑥𝑞 , 𝑥𝑘)] + max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+

max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)] < 𝑎(𝑥𝑘, 𝑥𝑘).  

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
. 

b) 𝒙𝒊 ∈ 𝑿𝟐 et 𝒙𝒌 ∈ 𝑿𝟏 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑘

+ ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]
𝑥𝑙∈𝑋2

𝑙≠𝑖

} 

Supposons que 𝑥𝑖 ∈ 𝐶1, alors ∀ 𝑥𝑞 ∈ 𝐶1, 𝐻(𝑥𝑖) = 𝐻(𝑥𝑞). 

𝑎(𝑥𝑖, 𝑥𝑘) = min { 0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑘

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)] + ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

+ ⋯
𝑥𝑞∈𝐶1

𝑞≠𝑖

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

} 

 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑘

+ (𝑯(𝒙𝒊) − 𝟏)

× max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] +  𝑯(𝒙𝖟) × max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯

+  𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]}   

(4.10)  

 

𝑎(𝑥𝑘, 𝑥𝑘) est identique à l’équation (4.9). 

Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑞) = 𝐻(𝑥𝑧) = 𝐻(𝑥𝑜) = 1, par conséquent, 

𝑎0(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟0(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)]𝑥𝑗∈𝑋1

𝑗≠𝑘

+ max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+

 max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]}  <  𝑎(𝑥𝑖, 𝑥𝑘) et 𝑎0(𝑥𝑘, 𝑥𝑘) < 𝑎(𝑥𝑘, 𝑥𝑘).  

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
.    
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c) 𝒙𝒊 ∈ 𝑿𝟏 et 𝒙𝒌 ∈ 𝑿𝟐 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑖

+ ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]
𝑥𝑙∈𝑋2
𝑙≠𝑘

} 

Supposons que 𝑥𝑘 ∈ 𝐶2, alors ∀ 𝑥𝔷 ∈ 𝐶2, 𝐻(𝑥𝑘) = 𝐻(𝑥𝔷). 

 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑖

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

𝔷≠𝑘

+ ⋯+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

} 

𝑎(𝑥𝑖, 𝑥𝑘) = min {0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑖

+ 𝑯(𝒙𝒒) × max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]

+ (𝑯(𝒙𝔷) − 𝟏) × max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯+  𝑯(𝒙𝓸)

× max[0, 𝑟(𝑥ℴ , 𝑥𝑘)] } 

(4.11)  

 

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]
𝑥𝑙∈𝑋2
𝑙≠𝑘

 

= ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

𝔷≠𝑘

 + ⋯

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

  

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ 𝑯(𝒙𝒒) × max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)] + (𝑯(𝒙𝖟) − 𝟏)

× max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯+ 𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)] 

(4.12)  

 

Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑞) = 𝐻(𝑥𝖟) = 𝐻(𝑥ℴ) = 1, par conséquent 
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𝑎0(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟0(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)]𝑥𝑗∈𝑋1

𝑗≠𝑘

+ ⋯+  max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]}  <

 𝑎(𝑥𝑖, 𝑥𝑘). 

𝑎0(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ max[0, 𝑟0(𝑥𝑞 , 𝑥𝑘)] + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]

< 𝑎(𝑥𝑘, 𝑥𝑘). 

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
.    

d) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊 ∈ 𝑪𝒍 et 𝒙𝒌 ∈ 𝑪𝒇      

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]
𝑥𝑙∈𝑋2

𝑙≠{𝑖,𝑘}

} 

Supposons que 𝑥𝑖 ∈ 𝐶1 et 𝑥𝑘 ∈ 𝐶2, alors ∀ 𝑥𝑞 ∈ 𝐶1, 𝐻(𝑥𝑞) = 𝐻(𝑥𝑖) et 𝑟(𝑥𝑞 , 𝑥𝑘) = 𝑟(𝑥𝑖, 𝑥𝑘), et 

∀ 𝑥𝔷 ∈ 𝐶2, 𝐻(𝑥𝑘) = 𝐻(𝑥𝔷). 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

𝑞≠𝑖

 

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

𝔷≠𝑘

+ ⋯+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

} 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ (𝑯(𝒙𝒊) − 𝟏)

× max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + (𝑯(𝒙𝔷) − 𝟏) × max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯ + 𝑯(𝒙𝓸)

× max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]}         

(4.13)  

𝑎(𝑥𝑘, 𝑥𝑘) est identique à l’équation (4.12). 

Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑞) = 𝐻(𝑥𝖟) = 𝐻(𝑥ℴ) = 1, par conséquent 

𝑎0(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟0(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟0(𝑥𝑗, 𝑥𝑘)]

𝑥𝑗∈𝑋1

+ ⋯ + max[0, 𝑟0(𝑥ℴ, 𝑥𝑘)]} < 𝑎(𝑥𝑖, 𝑥𝑘) 
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et 𝑎0(𝑥𝑘, 𝑥𝑘) < 𝑎(𝑥𝑘, 𝑥𝑘).  

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
.    

e) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊, 𝒙𝒌 ∈ 𝑪𝒍 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]
𝑥𝑙∈𝑋2

𝑙≠{𝑖,𝑘}

} 

 

Supposons que 𝑥𝑖, 𝑥𝑘 ∈ 𝐶1, alors ∀ 𝑥𝑞 ∈ 𝐶1, 𝐻(𝑥𝑞) = 𝐻(𝑥𝑖) = 𝐻(𝑥𝑘). 

 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

𝑞≠{𝑖,𝑘}

   

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

+ ⋯+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

} 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ (𝑯(𝒙𝒊) − 𝟐)

× max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + 𝑯(𝒙𝖟) × max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯

+  𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]}   

(4.14)  

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]
𝑥𝑙∈𝑋2
𝑙≠𝑘

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

𝑞≠𝑘

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

+ ⋯

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ (𝑯(𝒙𝒊) − 𝟏) × max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + 𝑯(𝒙𝖟)

× max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]    + ⋯+ 𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)] 

(4.15)  
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Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑖) = 𝐻(𝑥𝖟) = 𝐻(𝑥ℴ) = 1, par conséquent  

𝑎0(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟0(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)]𝑥𝑗∈𝑋1 + max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+

max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]} < 𝑎(𝑥𝑖, 𝑥𝑘).  

𝑎0(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟0(𝑥𝑗 , 𝑥𝑘)]𝑥𝑗∈𝑋1 + max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)] <

𝑎(𝑥𝑘, 𝑥𝑘). 

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
.     

 Cas 3 : 𝑿 = 𝑿𝟐 avec 𝑿𝟏 = ∅ et 𝑵𝟐 = 𝑵 

Ce cas suppose que l'ensemble de données est composé uniquement d’individus identiques, c'est-

à-dire, ∀ 𝑥𝑖 ∈ 𝑋, 𝐻(𝑥𝑖) ≥ 2. Alors deux sous-cas doivent être considérés : 

 

a) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊 ∈ 𝑪𝒍 et 𝒙𝒌 ∈ 𝑪𝒇 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]
𝑥𝑙∈𝑋2

𝑙≠{𝑖,𝑘}

} 

Supposons que 𝑥𝑖 ∈ 𝐶1 et 𝑥𝑘 ∈ 𝐶2, alors ∀ 𝑥𝑞 ∈ 𝐶1, 𝐻(𝑥𝑞) = 𝐻(𝑥𝑖) et 𝑟(𝑥𝑞 , 𝑥𝑘) = 𝑟(𝑥𝑖 , 𝑥𝑘), et 

∀ 𝑥𝔷 ∈ 𝐶2, 𝐻(𝑥𝑘) = 𝐻(𝑥𝔷).  

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

𝑞≠𝑖

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

𝔷≠𝑘

 + ⋯

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

}  

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + (𝑯(𝒙𝒊) − 𝟏) × max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + (𝑯(𝒙𝔷) − 𝟏)

× max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯+ 𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]} 
(4.16)  

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]
𝑥𝑙∈𝑋2
𝑙≠𝑘

 

= ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

𝔷≠𝑘

+ ⋯+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐
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𝑎(𝑥𝑘, 𝑥𝑘) = 𝑯(𝒙𝒒) × max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)] + (𝑯(𝒙𝔷) − 𝟏) × max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯

+ 𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)] 
(4.17)  

 

Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑖) = 𝐻(𝑥𝑞) = 𝐻(𝑥𝖟) = 𝐻(𝑥ℴ) = 1, par conséquent 

𝑎0(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟0(𝑥𝑘 , 𝑥𝑘) + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]} < 𝑎(𝑥𝑖, 𝑥𝑘). 

𝑎0(𝑥𝑘, 𝑥𝑘) = max[0, 𝑟0(𝑥𝑞 , 𝑥𝑘)] + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)] < 𝑎(𝑥𝑘, 𝑥𝑘). 

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
.    

b) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊, 𝒙𝒌 ∈ 𝑪𝒍 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]
𝑥𝑙∈𝑋2

𝑙≠{𝑖,𝑘}

} 

Supposons que 𝑥𝑖, 𝑥𝑘 ∈ 𝐶1, alors ∀ 𝑥𝑞 ∈ 𝐶1, 𝐻(𝑥𝑞) = 𝐻(𝑥𝑖) = 𝐻(𝑥𝑘). 

 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘, 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

𝑞≠{𝑖,𝑘}

   + ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

+ ⋯

+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

} 

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + (𝑯(𝒙𝒊) − 𝟐) × max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + 𝑯(𝒙𝖟)

× max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯+  𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]}   
(4.18)  

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]
𝑥𝑙∈𝑋2
𝑙≠𝑘

 

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑞 , 𝑥𝑘)]
𝑥𝑞∈𝐶1

𝑞≠𝑘

+ ∑ max[0, 𝑟(𝑥𝔷, 𝑥𝑘)]
𝑥𝔷∈𝐶2

+ ⋯+ ∑ max[0, 𝑟(𝑥ℴ , 𝑥𝑘)]
𝑥ℴ∈𝐶𝑁𝑐

 

𝑎(𝑥𝑘, 𝑥𝑘) = (𝑯(𝒙𝒊) − 𝟏) × max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + 𝑯(𝒙𝖟) × max[0, 𝑟(𝑥𝔷, 𝑥𝑘)] + ⋯

+ 𝑯(𝒙𝓸) × max[0, 𝑟(𝑥ℴ , 𝑥𝑘)] 
(4.19)  



100 

 

 

Si on applique AP sur 𝑋0, on a 𝐻(𝑥𝑖) = 𝐻(𝑥𝑞) = 𝐻(𝑥𝖟) = 𝐻(𝑥ℴ) = 1, par conséquent 

𝑎0(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟0(𝑥𝑘, 𝑥𝑘) + max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)]}  < 𝑎(𝑥𝑖, 𝑥𝑘). 

𝑎0(𝑥𝑘, 𝑥𝑘) = max[0, 𝑟0(𝑥𝔷, 𝑥𝑘)] + ⋯+ max[0, 𝑟0(𝑥ℴ , 𝑥𝑘)] < 𝑎(𝑥𝑘, 𝑥𝑘). 

Donc 𝑷𝑿 ≠ 𝑷𝑿𝟎
.    

Comme la matrice de disponibilité n'est pas symétrique, les mêmes étapes doivent être suivies pour 

la démonstration de 𝑎(𝑥𝑘, 𝑥𝑖). 

■ 

Suivant la Proposition 4.3, la présence d'individus identiques affecte les résultats de l’AP, pour 

résoudre ce problème nous donnons une nouvelle définition comme suit :   

 

Définition 4.2. (Individus associés) Un ensemble d'individus est dit associé à un exemplaire 𝐼𝑖 s'il 

appartient à la même classe 𝐶𝑖 représentée par 𝐼𝑖 obtenu par UP-OAP. Ainsi, chaque classe 

d'individus associés est donc considérée comme étant composée d'individus dupliqués représentés 

par un exemplaire. 

Pour réduire la taille de la matrice de similarité, c'est-à-dire le nombre d'individus à 

partitionner, nous introduisons la notion d'association. Cela signifie que chaque ensemble 

d'individus associés sera représenté par un exemplaire et le nombre de ses membres, noté 𝐻(𝐼𝑖). 

Dans ce cas, l'algorithme UP-OAP ne sera appliqué que sur les exemplaires des individus associés, 

c'est-à-dire sur les données originales transformées en respectant le principe du calcul des critères 

de responsabilité et de disponibilité employés. Avec cette transformation, nous devons nous assurer 

que le résultat du partitionnement des données originales reste le même que celui du 

partitionnement des données transformées. Pour répondre à cette condition, le critère de 

disponibilité doit être reformulé. Par conséquent, le problème abordé ici est comment calculer le 

critère de disponibilité en prenant en compte un nouvel ensemble de données 𝑋0 de taille 𝑁0, 

composé d'individus non dupliqués et d'exemplaires d'individus associés ou dupliqués au lieu de 

l'ensemble des 𝑁 individus (𝑁0 < 𝑁). L'objectif est d'obtenir les mêmes résultats en réduisant ou 

non la taille de la matrice de similarité. La reformulation des critères utilisés dans l'algorithme AP 
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pour identifier les exemplaires est fondamentale pour partitionner de grands ensembles de données. 

Dans ce cas, la responsabilité sera modifiée automatiquement via le critère de disponibilité. 

Corollaire 4.1. Si l’ensemble de données 𝑋 à partitionner contient des individus dupliqués, alors 

l'application de la méthode UP-OAP sur l'ensemble réduit 𝑋0, formé d'exemplaires d’individus 

dupliqués et d’individus non dupliqués nécessite la réécriture du critère de disponibilité en prenant 

en compte 𝐻(𝐼𝑗) selon les équations suivantes : 

- Reformulation de la disponibilité dans le cas 1 : 𝑿 = 𝑿𝟏 avec 𝑿𝟐 = ∅ et 𝑵𝟏 = 𝑵 

Le critère de disponibilité est reformulé selon les équations (2.15) et (2.16). 

- Reformulation de la disponibilité dans le cas 2 : 𝑿 = 𝑿1 ∪ 𝑿2 

a) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟏 

𝑎(𝑥𝑖, 𝑥𝑘) = min {0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠{𝑖,𝑘}

+ ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]

𝑁𝑐

𝑙=1

} 

(4.20)  

 

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑘

+ ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]}

𝑁𝑐

𝑙=1

 (4.21)  

b) 𝒙𝒊 ∈ 𝑿𝟐 et 𝒙𝒌 ∈ 𝑿𝟏 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑘

+ (𝑯(𝒙𝒊) − 𝟏)

× max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠𝑖

  

(4.22)  

 

𝑎(𝑥𝑘, 𝑥𝑘) est identique à l’équation (4.21). 

c) 𝒙𝒊 ∈ 𝑿𝟏 et 𝒙𝒌 ∈ 𝑿𝟐 



102 

 

𝑎(𝑥𝑖, 𝑥𝑘) = min {0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

𝑗≠𝑖

+ ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠𝑘

  

(4.23)  

𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠𝑘

 (4.24)  

 

d) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊 ∈ 𝑪𝒍 et 𝒙𝒌 ∈ 𝑪𝒇    

𝑎(𝑥𝑖, 𝑥𝑘) =  min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ (𝑯(𝒙𝒊) − 𝟏)

× max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + ∑ 𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠{𝑖,𝑘}

 

(4.25)  

𝑎(𝑥𝑘, 𝑥𝑘) est identique à l’équation (4.24). 

e) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊, 𝒙𝒌 ∈ 𝑪𝒍 

𝑎(𝑥𝑖, 𝑥𝑘) = 𝑎(𝑥𝑘, 𝑥𝑘) = ∑ max[0, 𝑟(𝑥𝑗 , 𝑥𝑘)]
𝑥𝑗∈𝑋1

+ ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠𝑘

  (4.26)  

 Reformulation de la disponibilité dans le cas 3 : 𝑿 = 𝑿𝟐 avec 𝑿𝟏 = ∅ et 𝑵𝟐 = 𝑵 

a) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊 ∈ 𝑪𝒍 et 𝒙𝒌 ∈ 𝑪𝒇 

𝑎(𝑥𝑖, 𝑥𝑘) = min{0, 𝑟(𝑥𝑘 , 𝑥𝑘) + (𝑯(𝒙𝒊) − 𝟏) × max[0, 𝑟(𝑥𝑖, 𝑥𝑘)] + ∑ 𝑯(𝒙𝒍)

𝑁𝑐

𝑙=1
𝑙≠{𝑖,𝑘}

× max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]} 

(4.27)  
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𝑎(𝑥𝑘, 𝑥𝑘) = ∑𝐻(𝑥𝑙) × max[0, 𝑟(𝑥𝑙, 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠𝑘

 (4.28)  

 

b) 𝒙𝒊, 𝒙𝒌 ∈ 𝑿𝟐 avec 𝒙𝒊, 𝒙𝒌 ∈ 𝑪𝒍 

𝑎(𝑥𝑖, 𝑥𝑘) = 𝑎(𝑥𝑘, 𝑥𝑘) = ∑𝑯(𝒙𝒍) × max[0, 𝑟(𝑥𝑙 , 𝑥𝑘)]}

𝑁𝑐

𝑙=1
𝑙≠𝑘

  (4.29)  

 

Preuve Corollaire 4.1. Il est facile de démontrer cette proposition par la preuve de la Proposition 

4.2.   

■ 

La nouvelle méthode de partitionnement prenant en considération la modification du critère de 

disponibilité nommée UP-OAPM est décrite dans l'Algorithme 4.5.   

4.3.2 Transformation des données réduisant la taille la matrice de similarité  

Pour pouvoir partitionner des ensembles de données de grande taille tout en prenant en 

considération le nombre d’objets dupliqués, nous exploitons les résultats de la reformulation de la 

matrice de disponibilité présentés dans 4.3.1. Cette reformulation sera utilisée pour transformer les 

données, ce qui permet de réduire la taille de la matrice de similarité en garantissant que le résultat 

final du partitionnement est identique à celui qui peut être obtenu avec une matrice de similarité 

complète. 

Cette opération est effectuée en deux étapes. Elle consiste tout d'abord à subdiviser l'image en 

blocs, puis à appliquer UP-OAPM sur chaque bloc en prenant en considération la reformulation de 

la disponibilité (Algorithme 4.5 détaillé ci-dessous). Pour chacune des classes formées dans un 

bloc, nous lui associons un exemplaire qui remplacera tous les pixels qui la composent et aussi son 

effectif. Cette stratégie, appliquée à tous les blocs, permet la formation d'un nouvel ensemble de 

données (données transformées) à partitionner limité aux exemplaires des classes des blocs. 

Dans cette sous-section, nous détaillons l'étape de transformation des données. 
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Algorithme 4.5. UP-OAPM (avec modification du critère de disponibilité) 

 

Entrée : Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble des individus à 

partitionner 

 

Etape 0 : 

1. Calculer l’histogramme 𝐻(𝑥𝑖) des individus 𝑥𝑖 

2. Former le nouvel ensemble de données 𝑋0 de taille 𝑁0 (𝑁0 < 𝑁), composé d’individus non 

dupliqués et d'exemplaires des individus associés  

 

Etape 1 : 

3. Calculer la matrice de similarité 𝑆0 de taille 𝑁0 × 𝑁0 

𝑠0(𝑥𝑖, 𝑥𝑘) = −𝑑1(𝑥𝑖, 𝑥𝑘), où 𝑑1 est la distance associée à la norme 𝐿1 

4. Initialiser : 𝑟(𝑥𝑖, 𝑥𝑘) = 0, 𝑎(𝑥𝑖, 𝑥𝑘) = 0 

5. Remplacer les éléments diagonaux de 𝑆0 par la valeur de 𝑝
𝑖
 en utilisant l’équation (4.2) 

6. Calculer toutes les responsabilités compte tenu des disponibilités selon les équations (2.13), 

(4.2) et (4.4) 

7. Calculer toutes les disponibilités compte tenu des responsabilités selon les cas (équations 

(4.20) - (4.29) ) et (4.5) 

8. Identifier les exemplaires 𝑥𝑘 qui maximisent 𝐸∗ = argmax
𝑘

 [�̂�(𝑥𝑖, 𝑥𝑘)] (équation (4.6)) 

9. Si les exemplaires ne changent pas procéder à l’étape suivant (10) 

Sinon répéter étapes (6) à (8) jusqu’à convergence 

Fin si  
10. Agréger chaque individu à son exemplaire le plus proche et arrêter 

 

Sorties : Partition 𝑃 de 𝐾 classes, exemplaire 𝐼𝑗  de chaque classe 𝐶𝑗, et 𝐻(𝐶𝑗) le nombre de pixels 

dans chaque classe 𝐶𝑗 

 

Soit 𝐼𝑚 l'image originale (ou l’ensemble 𝑋) à partitionner composée de 𝑁 pixels, où chaque 

pixel 𝑥𝑖 ∈ 𝐼𝑚 (∈ 𝑋) est caractérisé par 𝐵 attributs. Soit 𝐼𝑚𝐶  l'image transformée où chaque pixel 

est caractérisé par les mêmes 𝐵 attributs. Nous illustrons cette opération en prenant l’exemple d’une 

image. 

Considérez comment nous transformons l'image 𝐼𝑚 avec une matrice de similarité de grande 

taille 𝑁 ×  𝑁, en image 𝐼𝑚𝐶  avec une matrice de similarité de taille réduite 𝑁0 × 𝑁0. Cette 

transformation est détaillée dans les quatre étapes suivantes (voir Algorithme 4.6) : 

 Etape 1 : Découpage de l’image en blocs  

 Etape 2 : Partitionnement de chaque bloc par l’Algorithme 4.5. 

 Etape 3 : Transformation des blocs 
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Chaque bloc 𝐵𝑖𝑗 se transforme en un nouveau bloc 𝐵𝑖𝑗
𝐶  en exploitant les exemplaires de la 

partition 𝑃𝑖𝑗 de bloc 𝐵𝑖𝑗. Chaque pixel appartenant à la classe 𝐶𝑖𝑗
𝑘  du bloc 𝐵𝑖𝑗 est remplacé par 

le vecteur de son exemplaire représentatif 𝐼𝑖𝑗
𝑘 . 

 Etape 4 :  Transformation de l’image originale 

L'image transformée 𝐼𝑚𝐶 à partir de laquelle le partitionnement final sera effectué correspond à 

celle obtenue à partir de l'ensemble des blocs transformés 𝐵𝑖𝑗
𝐶  comme suit :  

 

𝐼𝑚𝐶 =

[
 
 
 
 
𝐵11

𝐶 𝐵12
𝐶 ⋯ 𝐵1𝑀2

𝐶

𝐵21
𝐶 𝐵22

𝐶 ⋯ 𝐵2𝑀2

𝐶

⋮ ⋮ ⋮ ⋮
𝐵𝑀12

𝐶 𝐵𝑀12

𝐶 ⋯ 𝐵𝑀1𝑀2

𝐶
]
 
 
 
 

 

Proposition 4.4. Si 𝐼𝑚 l'image originale à partitionner et 𝐼𝑚𝐶 l'image transformée obtenue par la 

procédure décrite ci-dessus, en agrégeant les individus similaires de 𝐼𝑚 suivant la métrique 𝐿1-

norme, alors 𝐼𝑚𝐶 est similaire à 𝐼𝑚. Dans ce cas, soit 𝐸[𝐼𝑚 − 𝐼𝑚𝐶 ] la moyenne de l'erreur entre 

𝐼𝑚 et 𝐼𝑚𝐶, alors 𝐸[𝐼𝑚 − 𝐼𝑚𝐶 ] ≈ 0. 

Preuve 4.4. Pour montrer que la moyenne de l'erreur entre 𝐼𝑚 et 𝐼𝑚𝐶 est très faible, il faut 

démontrer que la moyenne de l'erreur entre chaque bloc et sa transformée est très faible.  

Soit 𝐵𝑖𝑗 un bloc de 𝐼𝑚 et 𝐵𝑖𝑗
𝑐  sa transformée, avec 𝐼𝑖𝑗 = {𝐼𝑖𝑗

1 , 𝐼𝑖𝑗
2 ,… , 𝐼𝑖𝑗

𝑁𝑖𝑗
} est l'ensemble des 

exemplaires et 𝑁𝑖𝑗 est le nombre de classes 𝐶𝑖𝑗
𝑘  de 𝑃𝑖𝑗, avec 𝑃𝑖𝑗 = {𝐶𝑖𝑗

1 , 𝐶𝑖𝑗
2 ,… , 𝐶𝑖𝑗

𝑁𝑖𝑗
}, où 𝐼𝑖𝑗(𝑥𝑘) =

max
𝑙

[𝑟(𝑥𝑘, 𝑥𝑙)]. 

Comme démontré dans la Section 4.2, chaque individu du bloc possède un exemplaire qui lui est 

similaire selon le critère d'optimisation basé sur la norme 𝐿1. Etant donné que ce critère donne des 

classes homogènes et fines, alors nous avons ∀ 𝑥𝑖𝑗 ∈ 𝐶𝑖𝑗
𝑘 , 𝐼𝑖𝑗

𝑘 − 𝑥𝑖𝑗 ≈ 0. Donc 𝐵𝑖𝑗 − 𝐵𝑖𝑗
𝑐 = 𝜀𝑖𝑗

𝑘 ≈ 0. 

Alors 𝐸[𝐵𝑖𝑗 − 𝐵𝑖𝑗
𝑐 ] ≈ 0 et 𝐸[𝐼𝑚 − 𝐼𝑚𝐶] ≈ 0. 

■ 

Proposition 4.5. Soit 𝑆 la matrice de similarité de taille 𝑁 × 𝑁 calculée sur l’image originale 𝐼𝑚 

et  𝑆0 la matrice de similarité de taille 𝑁0 × 𝑁0 calculée sur le nouvel ensemble de données 𝑋0 de 
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taille 𝑁0 formé par les exemplaires des individus identiques et les exemplaires des individus 

dupliqués de l'image transformée 𝐼𝑚𝐶. On a 𝑁0 ≪ 𝑁.  

La Proposition 4.5 montre que la taille de la matrice de similarité en utilisant l'image 

transformée est inférieure à celle calculée sur l'image originale, ce qui permet de partitionner des 

images ou données de très grande taille. 

L’Algorithme 4.6 permet la transformation des données en utilisant l’algorithme de 

partitionnement 4.5 qui prend en considération la reformulation de la disponibilité. L’algorithme 

4.6 est détaillé ci-dessous.  

      

Algorithme 4.6. Transformation de l’image originale ou Tableau de données 
 

Entrée :  

 Image originale 𝐼𝑚, ou Tableau de données (𝑁 objets × 𝐵 attributs) représentant 

l’ensemble des individus à partitionner 

 Taille des blocs maximale (𝑌1  ×  𝑌2) permettant l'application d’UP-OAPM   

 

Procédure :  

1. Diviser l’image 𝐼𝑚 en 𝑁𝐵 blocs 𝐵𝑖𝑗, avec 𝑖 ∈ {1, 2, … ,𝑀1} et 𝑗 ∈ {1, 2, … ,𝑀2}, 

où 𝑀1 est le nombre des blocs en une ligne et 𝑀2 est le nombre des blocs en une colonne 

2. Transformer les blocs  

Pour 𝑖 = 1 jusqu’à 𝑀1 faire 

Pour 𝑗 = 1 jusqu’à 𝑀2 faire 

(a) Partitionner le bloc 𝑩𝒊𝒋 par UP-OAPM 

Soit 𝑃𝑖𝑗 la partition obtenue sur le bloc 𝐵𝑖𝑗 :  

𝐼𝑖𝑗 = {𝐼𝑖𝑗
1 , 𝐼𝑖𝑗

2 , … , 𝐼
𝑖𝑗

𝑁𝑖𝑗} est l’ensemble des exemplaires et 𝑁𝑖𝑗 est le nombre des classes 

de 𝑃𝑖𝑗 

𝑃𝑖𝑗 = {𝐶𝑖𝑗
1 , 𝐶𝑖𝑗

2 , … , 𝐶
𝑖𝑗

𝑁𝑖𝑗} 

(b) Transformer le bloc 𝑩𝒊𝒋 : 𝐵𝑖𝑗
𝐶   

Chaque pixel appartenant à la classes 𝐶𝑖𝑗
𝑘  est remplacé par la signature spectrale de son 

exemplaire 𝐼𝑖𝑗
𝑘  

Fin pour  

Fin pour 

3. Transformer l’image 𝐼𝑚 à partir des blocs 𝐵𝑖𝑗
𝐶  

 

Sortie : Image transformée 𝐼𝑚𝐶 

 

Avec cette opération, chaque bloc de l'image originale est transformé indépendamment pour 

construire des données transformées à partir desquelles le partitionnement va être réalisé. Le 
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partitionnement d'ensembles de données de grande taille est devenu donc possible en garantissant 

le même résultat de l'image originale et de sa version transformée. 

4.3.3 Partitionnement des données transformées et hiérarchisation  

Le partitionnement de l'image transformée nécessite le calcul du critère de disponibilité et la 

connaissance du nombre de pixels associés à chaque exemplaire, comme expliqué au paragraphe 

4.3.1. 

Le partitionnement des données transformées par l’Algorithme 4.5 (UP-OAPM) donne une 

première partition notée 𝑃1. 

Pour obtenir la partition finale et estimer le nombre de classes de l'image originale, la méthode 

UP-OAPM est appliquée itérativement à chaque niveau, 𝑖, à l'image transformée, obtenue à partir 

de la partition 𝑃𝑖−1 de niveau i−1. Cette opération "transformation-partitionnement" identique à 

celle utilisée dans la méthode HUP-OAP donne un partitionnement hiérarchique.   

Cette stratégie de partitionnement est parfaitement adaptée, parce que le nombre d'individus 

associés après transformation est intégré dans le calcul du critère de disponibilité, comme décrit 

précédemment. 

La méthode développée ici pour le partitionnement des images de grande taille, nommée HUP-

OAPM-RSM, est composée des trois algorithmes présentés précédemment : la transformation de 

l’image originale à partitionner (Algorithme 4.6) en utilisant la méthode UP-OAPM (Algorithme 

4.5) et le partitionnement hiérarchique (Algorithme 4.7). Les principales étapes de cette méthode 

sont résumées dans l'Algorithme 4.8. 

Le partitionnement final obtenu à partir de l'image originale après diverses associations et étapes 

de fusion est indépendant du choix de la taille de bloc comme démontré dans la Proposition 4.6.  

Proposition 4.6. En subdivisant l'image en blocs de taille plus ou moins grande, la partition 

optimale de l'image transformée est la même, c'est-à-dire, soit 𝐵𝑖𝑗 une première subdivision de Im 

en 𝑁𝐵 blocs de taille 𝑌1  ×  𝑌2 et 𝐵𝑘𝑙
′  une autre subdivision de Im en 𝑁𝐵

′   blocs de taille 𝑄1 × 𝑄2, 

tels que 𝑌1 ≠ 𝑄1 et 𝑌2 ≠ 𝑄2. 
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Dans ce cas, si la partition optimale obtenue en appliquant la méthode HUP-OAPM-RSM sur 

l'image transformée à l'aide des blocs 𝐵𝑖𝑗 est 𝑃𝑦, et la partition optimale obtenue en appliquant la 

même méthode sur l'image transformée à l'aide des blocs 𝐵𝑘𝑙
′  est 𝑃𝑧

′, alors nous avons 𝑃𝑦 = 𝑃𝑧
′. 

Preuve 4.6. Soit 𝐼𝑚 l'image originale à partitionner, 𝐼𝑚𝐶 son image transformée obtenue en 

utilisant les blocs 𝐵𝑖𝑗 et 𝐼𝑚𝐶
′  son image transformée obtenue en utilisant les blocs 𝐵𝑘𝑙

′ .  

Supposons que la partition optimale obtenue en appliquant la méthode HUP-OAPM-RSM sur les 

images transformées 𝐼𝑚𝐶 et 𝐼𝑚𝐶
′  sont 𝑃𝑦 et 𝑃𝑧

′, respectivement.  

Nous avons prouvé dans la Proposition 4.4 que l'image originale à partitionner et l'image 

transformée obtenue par la procédure décrite, en agrégeant les individus similaires de 𝐼𝑚 suivant 

la métrique 𝐿1-norm, alors l'image originale et sa transformée sont similaires.  

Par conséquent, 𝐼𝑚 ≅ 𝐼𝑚𝐶 et 𝐼𝑚 ≅ 𝐼𝑚𝐶
′ , on a donc 𝑃𝑦 = 𝑃𝑧

′. 

■ 

Algorithme 4.7.  Partitionnement Hiérarchique des données transformées  

 

Entrée : Tableau de données correspondant à l'image transformée ou un Tableau de données 

transformé 
 

Etape préliminaire :  

 Calculer la fréquence d’apparition 𝐻(𝑥𝑖) de chaque individu 𝑥𝑖   

 Former le nouvel ensemble de données 𝑋0 de taille 𝑁0 (𝑁0 < 𝑁), composé d'individus non 

associés et d'exemplaires des individus associés 

 Initialiser : 𝑋1 = 𝑋0 
 

Procédure :  

1. Appliquer l’Etape 1 de UP-OAPM sur l'ensemble de données formé 𝑋1  

2. Répéter UP-OAPM sur le nouvel ensemble 𝑋𝑖, 𝑖 ≥ 2   

𝑋𝑖 est composé des exemplaires 𝐼𝑖−1
𝑗

  de chaque classe 𝐶𝑗 de la partition 𝑃𝑖−1, avec  

𝑋𝑖 = {𝐼𝑖−1
1 , 𝐼𝑖−1

2 , … , 𝐼𝑖−1
𝑁𝑖−1  } 

Former la partition 𝑃𝑖 : fusionner chaque individu avec son exemplaire 

Enregistrer la nouvelle partition 𝑃𝑖 obtenue à partir de 𝑁𝑖 classes, du critère 𝐿𝑁𝑖, de 

l'exemplaire 𝐼𝑖
𝑗
 de chaque classe 𝐶𝑗 et 𝐻(𝐼𝑖

𝑗
) le nombre de pixels dans chaque classe 𝐶𝑗 

Jusqu’à la stabilité de la partition 𝑃𝑖 

3. Choisir la partition finale (𝑃𝑓𝑖𝑛𝑎𝑙𝑒) qui maximise le critère 𝐿𝑁  

𝑃𝑓𝑖𝑛𝑎𝑙𝑒 = max
𝑖

[𝐿𝑁𝑖] 

Sorties : Les partitions hiérarchiques de l'image, la partition optimale et l’ensemble d'exemplaires 

de ses classes  
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Algorithme 4.8.  HUP-OAPM-RSM  

 

Entrée : Image originale 𝐼𝑚, ou Tableau de données (𝑁 objets × 𝐵 attributs) représentant 

l’ensemble des individus à partitionner 

 

1. Application de l’Algorithme 4.6 pour obtenir l’image transformée 𝐼𝑚𝐶 

2. Application de l’Algorithme 4.7 sur l’image transformée 𝐼𝑚𝐶 

 

Sorties : Les partitions hiérarchiques de l'image, la partition optimale et l’ensemble d'exemplaires 

de ses classes 

 

4.3.4 Evaluation numérique 

La méthode proposée HUP-OAPM-RSM a été évaluée sur les mêmes images synthétique 

et réelles présentées dans la Figure 6 et la Figure 12. Nous montrons que l'approche développée de 

transformation d'une image pour réduire la taille de la matrice de similarité et la méthode de 

partitionnement sont pertinentes, sur la base des trois critères que nous nous sommes fixés : 

amélioration du CCR et réduction de l'espace mémoire et du temps de calcul.  

4.3.4.1 Partitionnement de l’image synthétique  

La pertinence de cette nouvelle approche de réduction de la taille de la matrice de similarité 

par transformation des données est démontrée à travers l'image hyperspectrale synthétique 

présentée à la Figure 6. 

La Figure 16 montre les résultats respectifs correspondant aux quatre étapes de la procédure 

de transformation de l’image originale, c'est-à-dire diviser en blocs (Figure 16 (a)), partitionner les 

blocs (Figure 16 (b)), transformer les blocs (Figure 16 (c)) et obtenir l'image transformée finale en 

fusionnant les blocs transformés (Figure 16 (d)). Ce résultat montre que l'image transformée est 

pratiquement identique à l'originale pour des images codées sur 16 bits. En effet, lors du calcul de 

l'erreur entre les bandes originales et les bandes reconstruites, la valeur moyenne de l'erreur absolue 

est très faible (𝐸 [| 𝐼𝑚 − 𝐼𝑚𝐶  |] = 15.25). Cette erreur est encore plus petite si l'erreur absolue n'est 

pas prise en compte (𝐸 [𝐼𝑚 − 𝐼𝑚𝐶] = 0.85). 

Cet exemple montre que la taille de la matrice de similarité de l'image originale (avant 

transformation) est de 3 600 × 3 600, alors que celle de l'image transformée n'est que de 107 × 107. 
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La taille de la matrice de similarité, à partir de laquelle le partitionnement sera effectué, est donc 

significativement réduite, ainsi que pour les matrices de responsabilité et de disponibilité utilisées 

dans la méthode HUP-OAPM-RSM, où la taille de chacune est de 3 600 × 3 600 avant 

transformation. 

     

 

B11 B12 B11 (𝑁𝑐 = 27) B12 (𝑁𝑐 = 24) B11 B12 

      

B21 B22   B21 (𝑁𝑐 = 25) B22 (𝑁𝑐 = 31)  B21 B22 

   

(a) Division de l'image 

originale en 4 blocs 

 (b) Résultats du 

partitionnement des blocs 

(𝑁𝑐 : nombre de classes 

par bloc) 

(c) Blocs transformés 

   

  

Bandes visualisées (5, 15, 25) Bandes visualisées (30, 70, 90) 

(d) Image transformée 

Figure 16. Transformation de l’image originale de la Figure 6 : étape par étape. 

 

Pour démontrer numériquement l'absence d'influence de la taille du bloc sur les résultats de 

partitionnement de l'image transformée, nous utilisons comme exemples 4 et 8 blocs. La Figure 17 

montre que le résultat du partitionnement de l’image est identique avant et après transformation. 

On observe que la partition optimale est obtenue au niveau 2 pour l'image transformée, alors qu'elle 

est obtenue au niveau 3 pour l'image originale, avec la même valeur du critère d'optimisation et le 

même nombre de classes. 
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Le nombre estimé de classes est de neuf et le CCR est de 100%. A titre de comparaison, les 

performances données par les méthodes K-means, FCM, S-OFCM, U-OFCM et AP original avec 

𝑝 égal aux valeurs minimale (pmin) et médiane (pmed) de la matrice de similarité sur l'image originale 

sont données dans Tableau 17. Les résultats de partitionnement de la méthode proposée confirment 

sa supériorité aux méthodes de l’état de l’art comparées. 

Lors de cette évaluation, nous avons mis également en évidence, l'amélioration de la qualité 

d’estimation de la mise à jour des matrices de responsabilité et de disponibilité obtenue par la 

méthode HUP-OAPM-RSM, par rapport à l’AP originale. Comme le montre le Tableau 18, cette 

amélioration est évaluée en calculant l'erreur absolue moyenne de mise à jour et la variance de cette 

erreur. Bien que le premier critère soit strictement calculé (pas de compensation entre les valeurs 

d'erreur positives et négatives), ses valeurs sont pratiquement égales à zéro pour l'approche 

proposée par rapport à celles de l’AP originale. La variance de l'erreur de mise à jour est également 

très faible.  

La méthode HUP-OAPM-RSM proposée fournit de meilleurs résultats, améliorant la qualité 

de partitionnement de l’AP originale, avec une réduction du temps de calcul (0.094 s contre 61.88 

s de temps CPU) et de l'espace mémoire (11.40 Mb contre 296.93 Mb), sur un processeur Intel(R) 

Core(TM) i7-7700 avec 3,6 GHz et 16 Go de mémoire. 

À l'aide de cet exemple, nous montrons que l'approche développée de transformation d'une 

image pour réduire la taille de la matrice de similarité contribue globalement à l’amélioration des 

résultats de partitionnement : possibilité de partitionnement d'images de grande taille, amélioration 

du CCR et réduction de l'espace mémoire et le temps de calcul. 

Résultat de partitionnement de 

l’image originale  

 

Niveau 3, nombre estimé de 

classes 9 (LN = 0.26)  

Résultat de partitionnement de 

deux images transformées 

(4 et 8 blocs)  

Niveau 2, nombre estimé de 

classes 9 (LN = 0.26) 

Figure 17. Résultats de partitionnement par HUP-OAPM-RSM de l’image hyperspectrale 

synthétique de la Figure 6 et de ses deux images transformées utilisant 4 et 8 blocs. 
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Tableau 17. Comparaison des performances des méthodes de partitionnement sur l’image 

hypespectrale synthétique de la Figure 6. 

Méthodes 

Non supervisées Semi-supervisées 

HUP-OAPM-
RSM 

AP 
U-OFCM S-OFCM FCM (*) K-means (*) 

𝑝𝑚𝑒𝑑 𝑝𝑚𝑖𝑛 

Nombre de classes 9 (estimé) 13 (estimé) 9 (estimé) 6 (estimé) 9 (fixé) 9 (fixé) 9 (fixé) 

CCR (%) 100 83.17 94.94 86.14 86.55 83.07 72.03  

CCR-SCVT (%) 100 97.83 98.38 86.14 93.71 84.80 86.85 

Temps CPU (s) 0.094 61.88 72.01 35.63 4.46 64.73 52.82 

Espace Mémoire (Mb) 11.40 296.93 296.93  3.82 3.17  2.99  2.75  
(*) Taux moyen de 5 CCR. 

Tableau 18. Moyenne et variance de l'erreur de mise à jour des matrices 𝑅 et 𝐴 calculées par AP 

originale et HUP-OAPM-RSM sur l’image hypespectrale synthétique de la Figure 6. 

Critères 𝐸[|�̂� − 𝑅|] 𝑣𝑎𝑟[|�̂� − 𝑅|] 𝐸[|�̂� − 𝐴|] 𝑣𝑎𝑟[|�̂� − 𝐴|] 

AP originale (𝑝𝑚𝑒𝑑) 39.16 18.28 15.02 78.41 

HUP-OAPM-RSM 0.08 0.4 0.008 0.001 

 

4.3.4.2 Partitionnement de l’image réelle de grande taille 

Pour partitionner cette image hyperspectrale (630 × 1800 pixels), elle a d'abord été divisée en 

5040 blocs de 15 × 15 pixels chacun.  L'image a été transformée selon la procédure décrite dans la 

section précédente et est représentée sur la Figure 18 (a). La taille de la matrice de similarité de 

cette image ne prenant en compte que les exemplaires des classes formées dans les différents blocs 

est de 11 542 × 11 542 contre 1 134 000 × 1 134 000 pour l'image originale. 

La Figure 18 (b) montre le résultat de la partition optimale de l'image hyperspectrale de la 

Figure 18 (a) obtenue au niveau 7 en maximisant le critère LN. Pour cette partition, le nombre 

estimé de classes est de quatre et reste stable pour le niveau 8. Le Tableau 19 présente le nombre 

estimé de classes par la méthode HUP-OAPM-RSM pour chaque niveau de partitionnement et la 

valeur du critère d'optimisation 𝐿𝑁 pour chaque partition. Ce partitionnement a nécessité un total 

de 1 430.16 s de temps CPU sur un processeur Intel(R) Core(TM) i7-7700 à 3.6 GHz et 16 Go de 

mémoire. 

Les points de la VT des trois classes (algues vertes, algues brunes et classe de substrat) 

appartiennent à trois classes différentes. Ce résultat met en évidence une quatrième classe "eau". 
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Nous observons sur la Figure 19 que la signature spectrale moyenne de chaque classe formée 

diffère des autres.  

En plus de la partition optimale obtenue, d'autres partitions sont données à chaque niveau qui 

peuvent contribuer à l'interprétation fine des données selon les besoins des utilisateurs. Par 

exemple, la partition obtenue au niveau 6, où les classes d'algues vertes et d'algues brunes sont 

chacune divisées en deux. 

La partition optimale du niveau 7 montre que le taux d'identification est de 100%, en vérifiant 

les positions des 23 points des trois classes de vérité terrain au sein des classes formées. 

Le taux de couverture des algues dans cette image correspond à 47.12% (23.74% pour les 

algues brunes et 23.38% pour les algues vertes), comme le montre le Tableau 20. 

La méthode développée non supervisée appliquée sur l'image transformée donne de meilleurs 

résultats par rapport aux méthodes semi-supervisées et non supervisées de l’état de l’art appliquées 

sur l'image originale (voir Tableau 21). Le nombre de classes pour les méthodes semi-supervisées 

a été fixé à quatre et la métrique utilisée pour calculer la matrice de similarité est la distance 

euclidienne (𝑑2).  
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(a) Image hyperspectrale transformée affichée en mode RVB 

 

 
 

(b) Résultat du partitionnement optimal 

 
 Algues vertes  Substrat 
 Algues brunes  Eau 

 

Figure 18. Image hyperspectrale transformée 630 × 1800 pixels (bandes visualisées : 5, 27, 48) et 

son résultat de partitionnement optimal obtenu par la méthode HUP-OAPM-RSM (4 classes, LN 

= 0.18 au niveau 7). 

Tableau 19. Nombre estimé de classes par la méthode HUP-OAPM-RSM sur l'image 

hyperspctrale réelle de la Figure 18 par niveau de partitionnement et valeurs du critère 

d'optimisation LN pour chaque partition. 

Niveau Nombre estimé de classes  Valeur du critère LN 

1 1502 0.025 

2 246 0.034 

3 101 0.041 

4 45 0.050 

5 16 0.090 

6 6 0.150 

7 4 0.180 

8 4 0.180 
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(a) Classe Algues vertes (b) Classe Algues brunes 

  
(c) Classe Substrat (d) Classe Eau 

 

Figure 19. Signature spectrale moyenne ± écart-type de chaque classe obtenue par HAUP-OAP-

RSM sur l’image hyperspectrale réelle de la Figure 18 (partition optimale : niveau 7, 4 classes). 

Tableau 20. Taux de couverture de chaque classe obtenue au niveau 7 par HUP-OAPM-RSM sur 

l’image hyperspectrale réelle de la Figure 18. 

Classes Nombre de pixels Taux de couverture (%) 

Algues vertes 265092 23.38 

Algues Brunes 269184 23.74 

Substrat 333425 29.40 

Eau 266299 23.48 

 

Tableau 21. Performance de la méthode développée HUP-OAPM-RMS, U-OFCM, S-OFCM, 

FCM et K-means sur l’image hypespectrale réelle de la Figure 18. 

Méthodes Nombre de classes CCR (%) 

HUP-OAPM-RSM 4 (estimé) 100 

U-OFCM 4 (estimé) 86.85 

S-OFCM 4 (fixé) 91.30 

FCM (*) 4 (fixé) 95.65  

K-means (*) 4 (fixé) 95.65  
(*) Taux moyen de 5 CCR. 
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4.4 Discussion 

Nous avons présenté dans ce chapitre deux nouvelles méthodes adaptatives non supervisées 

de partitionnement hiérarchique basées sur l'AP adaptées à des ensembles de données de grande 

taille. Le résultat du partitionnement est déterminé à partir de l’image observée seule sans aucune 

connaissance a priori. La première méthode proposée HUP-OAP permet de calculer d’une manière 

adaptative la responsabilité et la disponibilité en prenant en compte la présence des individus 

identiques dans l’ensemble de données. Cependant, elle ne prend pas en considération le nombre 

d’individus identiques lors de la hiérarchisation, ce qui affecte légèrement les résultats de 

partitionnement dans certains cas. De plus, elle nécessite un temps de calcul et un espace mémoire 

importants. Par contre, la seconde méthode tient compte du nombre d’individus identiques dans 

l’ensemble de données ou les effectifs des classes d’un partitionnement. De plus, elle réduit la taille 

de la matrice de similarité en transformant les données à partitionner, ce qui permet de diminuer 

considérablement le temps de calcul et l’espace mémoire.  

De plus, ces deux méthodes adaptent la valeur du paramètre de préférence à chaque individu. 

La procédure de mise à jour des responsabilités et des disponibilités est modifiée sans introduire le 

facteur d'amortissement. Ces deux méthodes hiérarchiques adaptatives et optimisées permettent de 

sélectionner la meilleure partition suivant un critère objectif. L'introduction de la procédure de 

découpage en blocs des données contribue efficacement à partitionner des images de grande taille 

et peut être appliquée de manière parallèle, ce qui contribue aussi à la réduction du temps de calcul.  

Les évaluations des deux méthodes sur des données synthétiques et sur des images 

hyperspectrales réelles de grande taille montrent que les résultats sont pertinents. Nous démontrons 

que leurs applications à des images de grande taille donnent le même résultat quel que soit le choix 

de taille de bloc. Cela prouve qu'elles peuvent être généralisées et, par conséquent, appliquées 

universellement à un large éventail d'applications sans aucune intervention de l'utilisateur. 

Les méthodes proposées répondent donc aux exigences de partitionnement des images de 

grande taille fournies par les capteurs hyperspectraux modernes. Ainsi, elles peuvent donner à 

l'utilisateur la possibilité de mieux interpréter les données en fournissant plusieurs partitions 

hiérarchiques.  
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Chapitre 5 : Méthode non supervisée et autonome pour la sélection 

des échantillons d'apprentissage 

5.1 Introduction 

Les techniques d'apprentissage automatique et d'apprentissage profond ont récemment suscité 

un grand intérêt dans de nombreux domaines d'application et diverses méthodes ont été publiées, 

telles que la machine à vecteurs de support (SVM) [31], les K-plus proches voisins (KNN) [92], 

Les réseaux de neurones artificiels (ANN) [93], les réseaux de neurones convolutifs (CNN) [94], 

les réseaux de neurones récurrents (RNN) [95], les réseaux de neurones à pointes basés sur la 

curiosité (CBSNN) [96] et le réseau récurrent Cuckoo Search for Elman (CSERN) [97]. Ces 

méthodes ont été appliquées dans différents domaines tels que la médecine [98], [99], [100], [101], 

[102], [103], la photographie numérique [104], [105], l'environnement [15], [106], [107] et la 

détection de la fraude [108], [109].  

Toutes ces méthodes supervisées nécessitent des échantillons d'apprentissage pour effectuer le 

processus de partitionnement. Par conséquent, leurs performances sont fortement liées à la 

pertinence des échantillons d'apprentissage sélectionnés. La difficulté d'obtenir des échantillons 

d'apprentissage fiables a toujours été l'un des principaux facteurs empêchant ces méthodes 

d'atteindre une précision élevée. Ainsi, leur sélection est une phase critique de toutes les méthodes 

de partitionnement supervisées. En effet, l'efficacité et la fiabilité de ces méthodes sont 

significativement affectées lorsque ces échantillons ne sont pas correctement sélectionnés. 

L'utilisation d'échantillons d'apprentissage biaisés ou simplifiés conduit systématiquement à un 

partitionnement non rigoureux des données [110], [111], [33]. Ce problème doit être abordé de 

manière rigoureuse ; sinon, des résultats de partitionnement non fiables ou même faux conduiront 

automatiquement à des résultats qui ne sont pas proches de la réalité. Enfin, les méthodes 

supervisées ne peuvent pas être simplement utilisées s'il est difficile d'obtenir des échantillons 

d'apprentissage.  

Pour remédier aux inconvénients des méthodes de partitionnement supervisées, lorsque les 

échantillons d'apprentissage sont indisponibles, peu fiables ou insuffisants [23], une méthode 

préliminaire non supervisée et autonome peut être introduite pour la sélection objective de ces 

échantillons [33]. Le développement de cette méthode répond à des besoins réels exprimés par 

plusieurs utilisateurs. 
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En fait, les méthodes non supervisées telles que définies dans le chapitre 2 de la partie I peuvent 

répondre à ce besoin car elles ne nécessitent pas de connaître le nombre de classes, les échantillons 

d'apprentissage associés (données étiquetées), ou toute autre connaissance a priori. Le nombre de 

classes est estimé objectivement en fonction d'un critère d'optimisation donné ou de plusieurs 

critères d'optimisation. Il est plus approprié d'explorer l'analyse des données et de découvrir ainsi 

un nouveau phénomène qui peut être ajouté comme une nouvelle classe d'apprentissage ou une 

observation importante pouvant contribuer à l’explication d’un phénomène nouveau. Dans ce cas, 

l'utilisateur a la possibilité de sélectionner les classes qui l'intéressent après le processus de 

partitionnement et non avant. Par conséquent, cette catégorie conduit à une analyse fine et détaillée 

des données observées et ne limite pas l'étude aux classes connues. Pour ces raisons, cette catégorie 

de méthodes est nécessaire comme étape préliminaire à une méthode supervisée, pour faciliter 

l'accès aux échantillons d'apprentissage et ainsi répondre aux besoins réels générés par certains 

domaines applicatifs, tels que l'observation de la Terre, où les zones à étudier sont très grandes 

et/ou difficiles d'accès. En effet, cette étape permet d'obtenir des solutions précises, objectives et 

cohérentes qui reflètent le contenu informationnel réel des images indépendamment des données 

de la VT ou des échantillons d'apprentissage qui peuvent être biaisés ou/et simplifiés ou inexistants. 

Afin d'apporter une solution au problème de la sélection des échantillons d'apprentissage pour 

les méthodes de partitionnement supervisées, nous proposons dans ce chapitre une nouvelle 

méthode non supervisée, autonome et objective. Ainsi, la méthode de partitionnement hiérarchique 

et non supervisée HUP-OAP est d'abord appliquée sur les données disponibles, puis trois 

alternatives sont proposées pour la sélection des échantillons d'apprentissage, basées sur la 

moyenne et l'écart-type des distances entre les individus d'une classe et leur exemplaire. Les trois 

ensembles obtenus sont appelés "Homogénéité forte d’échantillons d’apprentissage : SH-TS", 

"Homogénéité modérément forte d’échantillons d’apprentissage : MSH-TS" et "Homogénéité 

d’échantillons d’apprentissage : H-TS". 

Pour évaluer la pertinence de cette méthode non supervisée et autonome, nous choisissons de 

l'associer comme étape préliminaire à trois méthodes supervisées bien connues nécessitant une 

étape de sélection d'échantillons d'apprentissage, qui sont SVM, KNN et ANN [31], [92], [93].  

Nous présentons les résultats obtenus sur trois bases de données : la première est constituée de 

données IRIS, largement utilisées pour l'évaluation des algorithmes de partitionnement (Figure 21 
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page 130), la seconde est l’image hyperspectrale synthétique de la Figure 2 (page 49) déjà utilisée 

de taille 64 × 64 pixels × 54 bandes spectrales et la troisième est l’image hyperspectrale réelle de 

grande taille de la Figure 12 (page 87). Dans le cas de l'évaluation utilisant les données IRIS, les 

résultats disponibles de certaines méthodes d'apprentissage profond de l'état de l'art sont également 

donnés et comparés. 

L'utilisation de ces bases de données est très représentative du problème posé dans ce chapitre, 

qui concerne la correction des VT biaisées ou simplifiées ou la fourniture de données de la VT dans 

le cas où elles ne sont pas disponibles ou pas suffisantes. En plus de l'intérêt que des données de la 

VT fiables peuvent offrir à l'utilisateur, elles sont également essentielles pour l'évaluation objective 

et la validation des résultats de partitionnement [33], afin de ne pas disqualifier à tort un algorithme 

de partitionnement quelle que soit sa catégorie, c'est-à-dire supervisé, semi-supervisé ou non 

supervisé [112].  

Le reste de ce chapitre décrit la méthode de sélection des échantillons d'apprentissage proposée 

et présente les résultats de son évaluation. 

5.2 Approche proposée  

Nous présentons dans cette section la méthode non supervisée et autonome proposée pour la 

validation et la sélection des échantillons d'apprentissage requis pour l'étape d'apprentissage d'une 

méthode supervisée. L'intérêt principal de cette approche est de fournir à l'utilisateur des 

échantillons d'apprentissage de toutes les classes présentes dans l’ensemble de données. Ensuite, 

c'est à l'utilisateur de sélectionner les classes qui l'intéressent en fonction de ses besoins afin de 

disposer des échantillons d'apprentissage correspondants de manière autonome et objective. Cette 

approche est plus appropriée et objective pour une interprétation complète et non biaisée des 

données.    

Dans un premier temps, nous présentons les principaux travaux de l'état de l'art relatifs aux 

méthodes de partitionnement supervisées, puis nous décrivons la méthode proposée pour la 

sélection des échantillons d'apprentissage. 

5.2.1 Travaux associés  

Ces dernières années, les méthodes supervisées ont attiré une grande attention et plusieurs 

méthodes ont été développées. Ces méthodes plutôt paramétriques peuvent être divisées en deux 
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catégories principales : les algorithmes d'apprentissage automatique et d'apprentissage profond. 

Parmi les méthodes d'apprentissage automatique, les méthodes SVM [31], KNN [92] et ANN [93] 

sont les plus utilisées. Le SVM a suscité un grand intérêt au cours de la dernière décennie et a été 

appliqué à divers domaines applicatifs. Il est basé sur une théorie d'apprentissage statistique et sur 

le principe de la minimisation du risque structurel. Cette méthode vise à identifier, à partir 

d'échantillons d'apprentissage, l'emplacement des frontières de décision, également connues sous 

le nom d'hyperplans qui génèrent une séparation optimale des classes [113], [114]. La performance 

de cette méthode dépend de trois paramètres internes qui sont la fonction noyau, le paramètre de 

marge douce et le paramètre d'optimisation, et évidemment de la qualité des échantillons 

d'apprentissage. L'algorithme KNN est l'un des algorithmes d'apprentissage automatique les plus 

simples. L'idée de l'algorithme KNN consiste à assigner un individu à la classe d'apprentissage, 

dont le nombre d'objets est la majorité dans un espace limité par un nombre 𝐾 de plus proches 

voisins. Le paramètre 𝐾 indiquant le nombre de plus proches voisins est fixé par l'utilisateur. 

L'algorithme ANN est un modèle mathématique prédictif non linéaire inspiré de la structure 

neurologique du cerveau humain. La structure d’un ANN est une régression non linéaire des 

variables cibles qui est construite sur les variables de décision. Les noyaux d'une structure ANN 

sont : (1) les couches cachées qui sont composées d'un certain nombre de nœuds cachés et (2) les 

fonctions d'activation qui traitent et extraient des informations explicites entre les caractéristiques 

et les variables cibles. 

Pour les approches d'apprentissage profond, plusieurs méthodes ont été proposées, qui 

exploitent la transformation non linéaire des données à travers plusieurs couches. Parmi elles, la 

méthode des réseaux neuronaux convolutifs (CNN) est la plus connue. La méthode CNN contient 

de nombreuses couches, notamment des couches convolutionnelles, des couches de sous-

échantillonnage et des couches d'activation. L'objectif d’un CNN est d'affecter un individu à la 

distribution de probabilité ou à l'étiquette de sortie en fonction de la caractéristique représentative 

extraite. 

Plusieurs autres méthodes supervisées ont été proposées dans la littérature, par exemple dans 

[96], les auteurs proposent un réseau de neurones à pointes (SNN : Spiking Neural Network) basé 

sur la curiosité (CB). Cette méthode nommée CBSNN permet de réduire les contraintes 

d’application en temps réel du SNN. Dans le CBSNN, le réseau est d'abord entraîné avec des 
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principes de plasticité biologiquement plausibles, afin d'obtenir des estimations de nouveauté pour 

tous les échantillons en une seule étape. Deuxièmement, le CBSNN apprend de manière répétée 

les échantillons dont les estimations de nouveauté sont supérieures au seuil de nouveauté et met 

activement à jour les estimations de nouveauté des échantillons en fonction des résultats de 

l'apprentissage en 5 étapes. Troisièmement, CBSNN réapprend tous les échantillons en une seule 

étape pour éviter le sur-ajustement des nouveaux échantillons et l'oubli des échantillons appris. 

Enfin, les deux dernières étapes sont répétées jusqu'à ce que le réseau converge. Cette méthode 

nécessite des échantillons d'apprentissage et quatre paramètres sont à fixer par l'utilisateur et leur 

choix affecte les performances de l'algorithme. 

Dans [97], les auteurs ont proposé un nouvel algorithme de recherche métaheuristique appelé 

Cuckoo Search (CS) pour surmonter les inconvénients de RNN. Ces inconvénients sont la vitesse 

de convergence lente et l'impossibilité de trouver le minimum global de la fonction d'erreur, car la 

descente du gradient peut être bloquée dans des minima locaux. Cette méthode basée sur le 

comportement de l'oiseau coucou pour entraîner le réseau récurrent d'Elman (ERN) et le réseau 

récurrent d'Elman à rétropropagation (BPERN) nécessite le réglage de cinq paramètres par 

l'utilisateur. Dans [115], une méthode SuperTML est proposée, pour traiter le problème de 

classification sur des données tabulaires. Tout d'abord, les caractéristiques sont projetées dans un 

encastrement bidimensionnel sous forme d'image, puis cette image est introduite dans des modèles 

CNN bidimensionnels pour la classification. Cette dernière méthode traite automatiquement les 

données catégorielles et les valeurs manquantes dans les données tabulaires, sans avoir besoin de 

les prétraiter en valeurs numériques. Cette méthode est également paramétrique puisque plusieurs 

paramètres doivent être fixés par l'utilisateur. 

Les performances de toutes les méthodes de partitionnement supervisée avec ou sans 

apprentissage profond dépendent fortement de la qualité et du nombre d'échantillons 

d'apprentissage sélectionnés pour les entraîner, avec la difficulté supplémentaire d'ajuster les 

paramètres internes. Dans la plupart des cas, les utilisateurs de ces méthodes supposent que toutes 

les étiquettes associées aux modèles d'apprentissage sont correctes, sans aucune évaluation 

préalable. Malheureusement, en pratique, la connaissance des échantillons étiquetés des classes 

requises par les méthodes supervisées n'est pas toujours accessible, en particulier pour les images 

aériennes hyperspectrales comportant de grandes surfaces paysagères. De plus, comme indiqué 
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dans [32], [33], [38], ces connaissances a priori sont figées et ne permettent pas la découverte des 

nouvelles classes pertinentes. Dans ce cas, l'introduction de ces connaissances comme données 

d'entrée peut être considérée comme une contrainte et ne reflète pas souvent la réalité des données 

observées. En outre, tous ces algorithmes nécessitent le réglage subjectif d'un ou plusieurs 

paramètres. Ainsi, le réglage des paramètres doit être effectué avec des échantillons d'apprentissage 

fiables. En conclusion, la fiabilité des échantillons d'apprentissage sélectionnés est d'une 

importance fondamentale pour un apprentissage adéquat et un réglage approprié des paramètres 

internes de la méthode de partitionnement. 

Compte tenu de ces nombreux avantages qui répondent parfaitement aux problèmes réels du 

partitionnement des données, une méthode comme HUP-OAP est plus adaptée pour plusieurs 

raisons. Premièrement, elle partitionne les données sans aucune connaissance a priori, non 

paramétrique et stable. De plus, elle est applicable à des données de grande taille de manière 

parallèle quel que soit le type de données représentées par des attributs quantitatifs.     

La méthode de sélection d'échantillons d'apprentissage proposée est réalisée en quatre étapes 

en partitionnant de manière parallèle, l'ensemble de données quantitatives de grande taille ; 

répondant ainsi aux besoins de l'utilisateur dans un temps court. La première étape divise 

l'ensemble de données en blocs en choisissant une taille identique, sans chevauchement entre eux. 

La deuxième étape consiste à détecter en parallèle toutes les classes de chaque bloc de données par 

UP-OAP, afin de découvrir toutes les classes présentes dans chaque bloc et leurs exemplaires. La 

troisième étape fusionne les classes des blocs en utilisant leurs exemplaires sélectionnés par HUP-

OAP pour fournir la partition optimale finale. La dernière étape valide ou sélectionne les 

échantillons d'apprentissage de manière autonome à partir de la partition optimale obtenue. 

L'organigramme de la Figure 20 résume les quatre principales étapes de cette méthode. 
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Ensemble de données 

 

Division des données en blocs 

de n'importe quelle taille 

 

Partitionnement non supervisé par bloc et en 

parallèle par UP-OAP 

 

Fusion par HUP-OAP des exemplaires 

sélectionnés de tous les blocs 

 

Validation ou sélection autonome des 

données d'apprentissage par classe 

 

Ensembles d'apprentissage par classe 

Figure 20. Organigramme de la méthode non supervisée et autonome de validation ou de 

sélection des échantillons d'apprentissage. 

5.2.2 Sélection des échantillons d'apprentissage 

Soit 𝑃𝑜𝑝𝑡 la partition optimale obtenue par HUP-OAP, qui est formée de 𝑀 classes 𝐶𝑖 et qui 

sera utilisée pour la sélection des ensembles d'apprentissage : 

𝑷𝒐𝒑𝒕 = {𝑪𝟏, 𝑪𝟐,… ,𝑪𝑴} 

Afin de donner à l'utilisateur, la possibilité de sélectionner les échantillons d'apprentissage en 

fonction des contraintes de l'application et du degré de précision requis, nous proposons trois 

possibilités pour la sélection des échantillons d'apprentissage de chaque classe existante. Le choix 

sera en fonction du degré d’homogénéité souhaitée des échantillons. Ainsi, trois niveaux 

d'homogénéité, selon les besoins de l'utilisateur, sont définis comme suit :     

 Echantillons d'apprentissage par Homogénéité Forte (SH-TS) :   

Dans ce cas, les échantillons d'apprentissage de la classe 𝐶𝑖 sont dits fortement homogènes ou purs 

si :    

𝑑𝑚𝑖
−

𝑑𝜎𝑖

2
≤ 𝑑(𝑥𝑗, 𝐸𝑖) ≤ 𝑑𝑚𝑖 +

𝑑𝜎𝑖

2
 (5.1)  
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où 𝑑𝑚𝑖
 et 𝑑𝜎𝑖

 sont respectivement, la moyenne et l'écart-type des distances 𝐿1-norme, 𝑑1, entre les 

individus 𝑥𝑗 de la classe 𝐶𝑖 et son exemplaire 𝐸𝑖. 

Dans ce cas, le nombre sélectionné d'échantillons d'apprentissage par classe 𝐶𝑖 est noté 𝑁1𝑖 et le 

nombre total d'échantillons sélectionnés est : 

𝑵𝟏 = ∑ 𝑵𝟏𝒊

𝑴

𝒊=𝟏

 

 

 Echantillons d'apprentissage par Homogénéité Modérément Forte (MSH-TS) : 

Les échantillons d'apprentissage sélectionnés d'une classe 𝐶𝑖 doivent vérifier dans ce cas la 

condition suivante :   

𝑑𝑚𝑖
− 𝑑𝜎𝑖

≤ 𝑑(𝑥𝑗, 𝐸𝑖) ≤ 𝑑𝑚𝑖
+ 𝑑𝜎𝑖

 (5.2)  

 

Dans cette condition, le nombre d'échantillons d'apprentissage par classe 𝐶𝑖 est noté 𝑁2𝑖 et le 

nombre total d'échantillons sélectionnés est : 

𝑵𝟐 = ∑ 𝑵𝟐𝒊

𝑴

𝒊=𝟏

 

 

 Echantillons d'apprentissage par Homogénéité (H-TS) : 

La sélection des échantillons d'apprentissage dans ce cas est étendue à tous les individus de chaque 

classe 𝐶𝑖 de 𝑃𝑜𝑝𝑡, le résultat de partitionnement optimal obtenu par HUP-OAP. Par conséquent, le 

nombre d'échantillons d'apprentissage sélectionnés suivant le critère d'homogénéité par classe est 

le total d’individus disponibles 𝑀𝑖, 𝑜ù 𝑀𝑖 = 𝑐𝑎𝑟𝑑(𝐶𝑖). 

En conclusion, le nombre d'échantillons d'apprentissage sélectionnés augmente en fonction de 

l’élargissement du degré d'homogénéité, c'est-à-dire 𝑁1𝑖< 𝑁2𝑖< 𝑀𝑖 et 𝑁1< 𝑁2< 𝑁. 

5.3  Evaluation numérique 

Pour montrer la pertinence de la méthode de sélection des échantillons d'apprentissage 

proposée, appelée TS-HUP-OAP, les résultats du partitionnement avec et sans son introduction 
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comme étape préliminaire dans le processus d'apprentissage de trois méthodes supervisées sont 

comparés. Trois bases de données sont utilisées pour prouver ses performances : les données IRIS, 

l’image hyperspectrale synthétique de la Figure 2 déjà utilisée de taille 64 × 64 pixels × 54 bandes 

spectrales et l’image hyperspectrale réelle de grande taille de la Figure 12. Nous rappelons que les 

VT accompagnant ces bases de données ne sont utilisées que pour l'évaluation de l'approche non 

supervisée proposée. Nous soulignons que le choix de ces trois bases de données nous donne la 

possibilité de vérifier et commenter objectivement les VT qui les accompagnent. Ces VT posent 

des problèmes distincts dont nous montrons la résolution par la méthode proposée qui sont : i) la 

vérification de la validité des VT et leur correction quand elles sont biaisées et ii) la fourniture de 

plus d’échantillons pour les compléter quand elles ne sont pas suffisantes. 

Trois méthodes supervisées sont choisies pour l'évaluation de TS-HUP-OAP, à savoir SVM, 

KNN et ANN. Ce choix est guidé par la disponibilité des algorithmes. Comme ces trois méthodes 

sont paramétriques, nous avons fait varier les paramètres de chacune d'entre elles pour montrer 

l'impact de leur choix sur les performances de partitionnement et pour obtenir la combinaison 

optimale des paramètres qui donne les meilleures performances. Le Tableau 22 résume les 

paramètres d'entrée de chaque méthode à définir par l'utilisateur et les valeurs testées. 

Tableau 22. Paramètres d'entrée des méthodes supervisées SVM, KNN et ANN. 

Méthodes paramétriques 

supervisées 
Paramètres d'entrée 

SVM 

Fonction noyau 
Paramètre de 

marge douce 𝑪 

Précision de 

l'optimisation 𝜶 

Linéaire Polynomiale RBF Sigmoïde 

𝐶  [0.1, 100] 

4 valeurs testées : 

0.1, 1, 10 et 100 

𝛼  [0.0001, 10] 

5 valeurs testées : 

0.0001, 0.1, 0.98, 

1 et 10 

KNN Nombre de voisins les plus proches K 

ANN 

Taux d'apprentissage 𝜼 
Nombre de neurones dans la 

couche cachée 𝑵𝑯 

𝜂  [0.1, 0.9] 

𝑁𝐻  [1, 𝜁] 

𝜁 : paramètre dépend du 

nombre d'éléments et de la 

taille de chaque base de 

données 
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Pour SVM, nous avons d'abord testé quatre types de fonctions noyau : Linéaire, Polynomiale, 

RBF et Sigmoïde avec 𝐶 et 𝛼 fixés. Ensuite, nous avons fait varier 𝐶 entre 0.1 et 100 tout en fixant 

le type de fonction noyau et 𝛼. Enfin, nous avons fait varier 𝛼 entre 0.0001 et 10 tout en fixant le 

type de fonction noyau et 𝐶. Les valeurs de 𝐶 choisies sont 0.1, 1, 10 et 100 et celles de 𝛼 sont 

0.0001, 0.1, 0.98, 1 et 10. 

Pour KNN, nous avons fait varier le nombre de voisins les plus proches K entre 1 et 𝑛, où 𝑛 

dépend du nombre d’individus dans chaque base de données utilisée.   

Pour ANN, d'abord 𝐻𝑁 a été fixé et le taux d'apprentissage 𝜂 est varié entre 0.1 et 0.9. Ensuite, 

𝜂 a été fixé et le nombre de neurones 𝑁𝐻 est varié entre 1 et 𝜁. 

Pour les évaluations suivantes utilisant les algorithmes supervisés ci-dessus, les individus de 

chaque classe sélectionnée par HUP-OAP sont divisés en deux groupes, en particulier si le nombre 

total d'échantillons sélectionnés est 𝑁1 ou 𝑁2. Le premier, 𝑁𝑗 (𝑗 = 1 ou 2) est utilisé dans l'étape 

d'apprentissage et le second, qui correspond au nombre d'individus restants, 𝑁 − 𝑁𝑗, est utilisé pour 

l'étape d'identification. En effet, dans cette évaluation, nous n'utilisons pas les 𝑁 individus pour 

l'étape d'apprentissage, car il ne restera plus d'échantillons pour l'étape d'identification. 

Pour chaque méthode, quatre ensembles d'apprentissage sont testés, qui sont les suivants : 

 SH-TS : Homogénéité forte d’échantillons d’apprentissage. 

 MSH-TS : Homogénéité modérément forte d’échantillons d’apprentissage. 

 CGT-TS : VT corrigée en appliquant HUP-OAP où 30% d’individus de chaque classe 

sont sélectionnés aléatoirement comme échantillons d'apprentissage. 

 OGT-TS : VT originale biaisée qui accompagne les données où 30% d’individus de 

chaque classe sont choisis au hasard comme échantillons d'apprentissage. 

5.3.1 Évaluation sur les données IRIS 

Les données Iris [116] sont formées de 3 classes de la VT de 50 individus chacune. Ces classes 

sont : Iris Setosa (classe C1), Iris Versicolor (classe C2) et Iris Verginica (classe C3), comme le 

montre la Figure 21. Quatre caractéristiques mesurées en centimètres, représentant la largeur du 

pétale (PW), la longueur du pétale (PL), la largeur du sépale (SW) et la longueur du sépale (SL) 

caractérisent chaque type de fleur. 
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Figure 21. Les 3 espèces de fleurs IRIS. 

5.3.1.1 Validation de la VT 

Afin de valider la VT originale des données IRIS, nous appliquons d'abord la méthode non 

supervisée HUP-OAP pour partitionner les 150 individus sans les diviser en blocs en raison de leur 

petite taille. Pour confirmer la fiabilité de ce résultat de partitionnement, la distance 𝐿1-norm entre 

les individus et chaque barycentre des classes de la VT originale est utilisée. 

L'application de la méthode HUP-OAP à cette base de données donne une partition optimale 

au niveau 3 de la hiérarchie, c'est-à-dire la partition trois. Le nombre de classes de cette partition 

est correctement estimé à trois. En revanche, ce résultat de partitionnement montre qu'un individu 

de C2 de la VT est affecté à C3 de la partition optimale et neuf individus de C3 de la VT sont affectés 

à C2 de la partition optimale. Pour vérifier la fiabilité de ce résultat, nous montrons dans le Tableau 

23, la distance 𝐿1-norme entre les individus associés par HUP-OAP à C2 et C3 et le barycentre des 

classes de la VT originale C2 et C3 respectivement. Ce tableau montre que suivant le critère de 

distance 𝐿1-norme, l'individu 87 de la classe de la VT originale C2, devrait plutôt être assigné à la 

classe de la VT originale C3, puisqu'il est plus proche de C3 que de C2. Ce critère de similarité 

objectif et pertinent confirme le résultat obtenu par HUP-OAP. La même observation peut être faite 

pour les neuf individus de C3 de la VT affectés par la méthode HUP-OAP à C2. Sur la base de ces 

observations objectives, la VT originale peut être considérée comme biaisée et doit donc être 

corrigée. Après ces corrections, le nombre d'individus dans les classes de la VT corrigées C1, C2 et 

C3 est respectivement de 50, 58 et 42. Cette VT ou GT corrigée est nommée « CGT ». 

Le partitionnement par la méthode HUP-OAP met en évidence que la VT originale ne peut 

être considéré comme une référence absolue et peut le corriger. Ainsi, cette VT illustre parfaitement 

l'un des problèmes posés dans ce chapitre, celui d'une VT biaisée. Les sources d'erreurs dans cette 

VT, qui représentent 6.66%, peuvent être multiples : soit l'extraction de certains attributs est 

biaisée, soit les caractéristiques utilisées ne sont pas assez discriminantes, soit tout simplement, il 

y a une erreur dans l'étiquetage des échantillons. 
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En conclusion, grâce à la méthode de partitionnement non supervisée HUP-OAP utilisant les 

caractéristiques originales mesurées, la VT originale des données IRIS est objectivement corrigée. 

Dans ce cas, nous pouvons supposer que la VT corrigée à partir duquel la sélection des échantillons 

d'apprentissage sera effectuée est cohérent et fiable. 

Tableau 23. Évaluation de la partition obtenue par HUP-OAP sur les données originales de la 

VT d'Iris en utilisant le critère de distance 𝐿1-norme. 

Individu 

étiqueté 𝑥𝑖 

Classe de la VT 

originale 
𝑑1(𝑥𝑖, �̅�2) 𝑑1(𝑥𝑖, �̅�3) 

Assignation à la vraie classe de la 

VT par HUP-OAP  

87 C2 1.70 1.61 C3 

102 

C3 

 

1.62 1.64 

C2 

 

107 1.92 3.54 

114 1.92 1.94 

120 1.55 2.44 

122 1.68 1.84 

127 1.31 1.54 

134 1.40 1.44 

139 1.31 1.59 

143 1.62 1.64 

 

5.3.1.2 Sélection des échantillons d'apprentissage 

Dans cette évaluation, la méthode des échantillons d'apprentissage TS-HUP-OAP est 

appliquée aux 150 individus disponibles avant d'utiliser les algorithmes supervisés SVM, KNN et 

ANN. Nous ne montrons que les résultats pour chacun des deux ensembles d'apprentissage 

sélectionnés dont le nombre d'individus est respectivement 𝑁1 et 𝑁2. 

Le Tableau 24 résume les résultats de la sélection des échantillons d'apprentissage obtenus par 

la méthode proposée. Le nombre d'individus de chaque classe et leurs échantillons d'apprentissage 

correspondants sont indiqués. Il est également indiqué les nombres d'échantillons des trois 

ensembles d'apprentissage potentiels (𝑁1, 𝑁2 et 𝑁) détectés qui sont respectivement de 69, 106 et 

150 objets. 
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Tableau 24. Nombre d'échantillons d'apprentissage obtenus par la méthode proposée sur les 

données IRIS. 

Classes 𝐶𝑖 formées par HUP-OAP C1 C2 C3 

Nombre d'individus dans chaque classe 50 58 42 

𝑁1𝑖 20 27 22 

𝑁2𝑖 33 43 30 

𝑁1 69 

𝑁2 106 

 

5.3.1.3 Évaluation des ensembles d'apprentissage sélectionnés 

Dans ces évaluations, l'impact d'une VT originale biaisée est également inclus. Pour cela, nous 

ajoutons deux évaluations sans la sélection des ensembles d'apprentissage par la méthode 

proposée : i) la première prend en compte les classes de la VT biaisée originale accompagnant les 

données IRIS, où nous avons nommé l'ensemble d'apprentissage dans ce cas comme OGT-TS et 

ii) la seconde utilise les données de la VT corrigée par HUP-OAP, où nous avons nommé 

l'ensemble d'apprentissage dans ce cas comme CGT-TS. 

 Résultats SVM avec et sans sélection préliminaire d'échantillons d'apprentissage  

L'application de SVM sur les données IRIS en utilisant les ensembles d'apprentissage SH-TS, 

MH-TS, CGT-TS et OGT-TS respectivement donne les résultats montrés dans la Figure 22. La 

Figure 22 (a) montre les performances de SVM obtenus avec des fonctions à noyau Linéaire, 

Polynomial, RBF et Sigmoïde en termes de CCR en fixant 𝐶 à 10 et 𝛼 à 0.98. Ces résultats 

confirment que le choix non optimisé des paramètres d'entrée du SVM a un impact négatif sur ses 

performances.  

En fixant empiriquement les paramètres d'entrée de la méthode SVM, les Figure 22(a), Figure 

22(b) et 22(c) montrent que les meilleurs résultats sont obtenus avec la fonction noyau RBF, 𝐶 =

10 et 𝛼 = 0.98 quels que soient les échantillons d'apprentissage sélectionnés. Nous observons 

également que l'introduction de la sélection des échantillons d'apprentissage par TS-HUP-OAP et 

leur utilisation dans le SVM améliore considérablement ses performances. 97.73% est la meilleure 

performance obtenue par la fonction noyau RBF en utilisant l'ensemble d'apprentissage MSH-TS 

contre 95.05% pour SH-TS. Ces résultats montrent également que le CCR utilisant les données de 

la VT biaisée, c'est-à-dire l'ensemble d'apprentissage OGT-TS (82.86%), est inférieur au CCR 
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utilisant les données de la VT corrigée, c'est-à-dire CGT-TS (89.52%). Cela correspond à une 

amélioration non négligeable de 6.66%. De plus, les résultats par SVM sans la sélection des 

échantillons d'apprentissage sont les plus mauvais en utilisant l'ensemble d'apprentissage OGT-TS 

sélectionné aléatoirement à partir des données OGT quel que soit l'ensemble des paramètres 

utilisés. Nous notons que pour les ensembles d'apprentissage SH-TS, MSH-TS et CGT-TS les taux 

sont calculés en utilisant les données de la VT corrigée comme référence et pour l'ensemble 

d'apprentissage OGT-TS les taux sont calculés en utilisant les données de la VT originale. La 

meilleure performance du SVM avec MSH-TS (97.73%) fournit une amélioration importante par 

rapport aux résultats obtenus avec CGT-TS (89.52%) ou OGT-TS (82.86%). Pour les performances 

de CGT-TS et de OGT-TS, 30% des échantillons d'apprentissage sont choisis aléatoirement dans 

chaque classe. Par rapport à 97.73% cela correspond donc à une amélioration significative de 

8.21% et 14.87% respectivement. 

   

(a) En variant la fonction 

noyau (𝐶 = 10, 𝛼 = 0.98) 

(b) En variant 𝐶 

(Kernel RBF, 𝛼 = 0.98) 

(c) En variant 𝛼 

(Kernel RBF, 𝐶 = 10) 

Figure 22. CCR du SVM en faisant varier ses trois paramètres d'entrée pour chaque ensemble 

d'apprentissage des données IRIS : SH-TS, MSH-TS, CGT-TS et OGT-TS. 

 Résultats KNN avec et sans sélection préliminaire d'échantillons d'apprentissage  

La performance de la méthode KNN en fonction du paramètre d'entrée K est étudiée en 

utilisant les quatre ensembles d'apprentissage comme le montre la Figure 23. Les résultats de 

partitionnement sont donnés pour les valeurs de K variant de 1 à 35. Le meilleur résultat est obtenu 

avec K égal à 7, 9, 11 et 13, en utilisant l'ensemble d'apprentissage MSH-TS avec un CCR de 

97.73%. Les meilleurs CCR avec CGT-TS (93.33%) et OGT-TS (88.57%) sont respectivement 

obtenus avec K égal à 5, 11, 13, 17 et avec K égal à 5. Pour les performances de CGT-TS et de 

OGT-TS, les 30% des échantillons d’apprentissage sont sélectionnés de manière aléatoire dans 
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chaque classe. Par conséquent, la sélection des échantillons d'apprentissage par la méthode 

développée donne les meilleurs résultats par rapport aux ensembles d'apprentissage CGT-TS et 

OGT-TS quelle que soit la valeur de K. Cela représente une amélioration de 4.4% et 9.16% 

respectivement. Par ailleurs, nous observons également que les performances de KNN sont faibles 

quelle que soit la valeur de K, lorsque OGT-TS est utilisé et que le choix des échantillons 

d'apprentissage est aléatoire. Ces résultats confirment l'intérêt d'utiliser la méthode de sélection des 

échantillons comme une étape préliminaire à l'apprentissage des méthodes supervisées. 

 

Figure 23. CCR obtenus par KNN en faisant varier le paramètre K pour chaque ensemble 

d'apprentissage des données IRIS. 

 Résultats ANN avec et sans sélection préliminaire d'échantillons d'apprentissage  

Dans cette évaluation, l'intérêt de la sélection des échantillons d'apprentissage par la méthode 

proposée à travers la méthode ANN supervisée et paramétrique est discuté. La sensibilité des 

résultats du partitionnement en fonction du choix de deux de ses paramètres d'entrée (𝜂, 𝐻𝑁) est 

également analysée. 

La Figure 24 (a) montre le CCR en fonction du taux d'apprentissage, 𝜂, en le faisant varier 

dans l'intervalle [0.1, 0.9] et pour 𝐻𝑁 fixé à 3 par défaut. Les résultats sont donnés pour chaque 

ensemble d'apprentissage SH-TS, MS-TH, CGT-TS et OGT-TS. En fixant 𝐻𝑁 à 3, le meilleur 

résultat est obtenu pour MSH-TS lorsque 𝜂 = 0.2. Nous pouvons voir qu'en faisant varier le 

paramètre du taux d'apprentissage, le CCR varie et le résultat optimal de chaque ensemble 

d'apprentissage est obtenu pour différentes valeurs de 𝜂. Par exemple, en utilisant les ensembles 

d'apprentissage SH-TS et MSH-TS, le CCR optimal est obtenu lorsque 𝜂 = 0.2, avec des valeurs 
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de 93.83% et 94.18% respectivement. Par conséquent, en utilisant les ensembles d'apprentissage 

CGT-TS ou OGT-TS sans les échantillons sélectionnés par TS-HUP-OAP, le CCR optimal est 

obtenu pour 𝜂 = 0.3, avec des valeurs de 88.52% et 81.67% respectivement.  Les performances de 

CGT-TS et OGT-TS, sélectionnés aléatoirement par rapport à SH-TS et MSH-TS sont moins 

bonnes. Par exemple, par rapport à SH-TS, il y a une perte de -5.31% et - 12.51% respectivement. 

Dans la Figure 24 (b), les CCR sont obtenus en faisant varier le paramètre 𝐻𝑁 dans l'intervalle 

[1, 10] et en fixant 𝜂 à 0.3 lorsque les ensembles d'apprentissage SH-TS et MS-TS sont utilisés et 

à 0.2 dans le cas de CGT-TS et OGT-TS. Ces résultats prouvent une fois de plus l'intérêt de la 

sélection des échantillons d'apprentissage par la méthode proposée comme étape préliminaire du 

processus d’apprentissage. 

La Figure 24 (b) montre également que le meilleur résultat est obtenu pour 𝐻𝑁 = 2, 3 et 4 en 

utilisant l'ensemble d'apprentissage MSH-TS avec un CCR de 94.18%.  

Dans la Figure 24 (a) et la Figure 24 (b), la méthode développée donne les meilleurs résultats 

contre les ensembles d'apprentissage CGT-TS et OGT-TS quelle que soit la valeur de 𝜂 et 𝐻𝑁.  

L'association de l'étape de sélection des échantillons avec la méthode ANN est également 

confirmée avec une amélioration de 5.66% et 12.51% (94.18% au lieu de 81.67%) respectivement. 

 

  

(a) En variant 𝜂  
(𝐻𝑁 = 3) 

(b) En variant 𝐻𝑁  
(c) (𝜂 = 0.2 pour SH-TS ou MSH-TS et 𝜂 = 0.3 

pour CGT-TS ou OGT-TS 

Figure 24. CCR obtenus par ANN en fonction de ses deux paramètres d'entrée suivant les quatre 

ensembles d'apprentissage des données IRIS. 



133 

 

En conclusion, les résultats résumés dans le Tableau 25 et la Figure 25 prouvent la pertinence 

de la méthode de sélection des échantillons d'apprentissage proposée pour l'application des 

méthodes supervisées, comme les algorithmes SVM, KNN et ANN. En effet, par exemple, le taux 

obtenu quelle que soit la méthode utilisant l'ensemble CGT-TS sans la procédure de sélection est 

inférieur à ceux obtenus avec celle-ci, quel que soit le nombre d'échantillons utilisés (𝑁1 ou 𝑁2). 

Ainsi, l'application de l'algorithme TS-HUP-OAP proposé représente une amélioration pertinente 

des performances. Le Tableau 25 montre également que SVM donne les meilleurs résultats contre 

KNN et ANN quel que soit l'ensemble d'apprentissage utilisé. Il convient de noter que ces meilleurs 

résultats des trois méthodes supervisées et paramétriques ont été obtenus après une étape 

préliminaire de réglage empirique de leurs paramètres d'entrée.    

Afin de confirmer l'amélioration des performances des méthodes supervisées par la sélection 

d'échantillons d'apprentissage par la méthode proposée, nous avons étendu l'évaluation à une autre 

méthode supervisée et à trois méthodes d'apprentissage profond de l’état de l’art, dont les 

performances sur les données IRIS sont disponibles. Le Tableau 26 montre les performances de 

ces méthodes de l’état de l’art choisies, de la méthode non supervisée développée et du TS-HUP-

OAP par rapport à SVM, KNN et ANN en utilisant l'ensemble d'apprentissage MSH-TS. Nous 

pouvons remarquer que la méthode non supervisée et autonome HUP-OAP donne un taux de 100% 

sans aucun paramétrage et aucune étape d'apprentissage. 

La méthode supervisée présentée dans [117] donne le résultat le plus faible (84%). Nous 

notons que pour les méthodes d'apprentissage profond, tous les paramètres d'entrée sont fixés par 

les auteurs sans aucune explication sur la façon dont ils ont été choisis. Parmi ces méthodes 

d'apprentissage profond, le CRN donne un taux (94%), qui reste inférieur à celui obtenu par les 

algorithmes SVM et KNN (97.73%) après avoir introduit la méthode préliminaire de sélection des 

échantillons d'apprentissage et fixé empiriquement leurs paramètres d'entrée. Sans cette étape 

préliminaire, leur taux baisse à 82.86% et 88.57% respectivement, ce qui les place en dessous de 

certaines des méthodes du Tableau 26.  

Si nous supposons que tous les échantillons de chaque classe obtenue par la méthode de 

partitionnement HUP-OAP formeront les échantillons d'apprentissage, alors ces échantillons sont 

valides à 100%. 
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Tableau 25. CCR (%) des méthodes KNN, SVM et ANN en fonction de la sélection automatique 

des échantillons d'apprentissage sur les données IRIS avec le réglage optimal de leurs paramètres 

d'entrée.  

Méthodes SH-TS MSH-TS CGT-TS OGT-TS 

SVM 95.05 97.73 89.52 82.86 

KNN 97.53 97.73 93.33 88.57 

ANN 93.83 94.18 88.52 81.67 

 

Figure 25. CCR obtenus par les méthodes KNN, SVM et ANN en fonction des ensembles 

d'apprentissage sur les données IRIS avec le réglage optimal de leurs paramètres d'entrée. 

 

Tableau 26. Performances des méthodes supervisées avec sélection d’échantillons 

d’apprentissage, des méthodes d'apprentissage profond et de la méthode non supervisée sur les 

données IRIS. 

Méthodes / références / années de 

publication 

Nombre ou % de pixels 

de chaque classe pour 

l’apprentissage 

Nombre ou % de 

pixels de chaque classe 

pour l'identification 

CCR (%) 

Méthodes supervisées 

SVM / [31] / 1995 

MSH-TS (𝑁2) 𝑁 − 𝑁2 

97.73 

KNN / [92] / 1991 97.73 

ANN / [93] / 1995  94.18 

LE-LSTM : Long Short-Term 

Memory based on Laplacian 

Eigenmap / [117] / 2020 

67% 33% 84 

Méthodes d'apprentissage profond de l’état de l’art 

CRN : Chemical reaction networks / 

[118] / 2020 
100% 100% 94 

CNN : with superTLM / [115] / 

2019 
80% 20% 

93.33 

CNN : with xgboost GB / [119] / 

2016 
93.33 

Méthode non supervisée 

HUP-OAP / [112] / 2021 -------- ------- 100 



135 

 

5.3.2 Évaluation sur l’image hyperspectrale synthétique 

Nous évaluons maintenant l’approche développée sur l’image hyperspectrale synthétique de 

petite taille 64 × 64 pixels et 54 bandes spectrales déjà présentée dans la Figure 2 du chapitre 2. 

Pour rappeler, la VT de cette image est formée de 5 classes principales : Rivière, Pinus halepensis, 

Pêchers, Arundo donax et Bâtiments. Le problème applicatif visé ici est la détection de la 

végétation invasive. Nous soulignons que cette VT n'est utilisée que pour évaluer et valider le 

caractère autonome de l'approche proposée. 

5.3.2.1 Validation des données de la VT 

Afin de valider ou de sélectionner les échantillons d'apprentissage, cette image hyperspectrale 

est d'abord partitionnée par la méthode non supervisée HUP-OAP (voir Figure 26 (a)). Cette 

partition optimale (𝑃2) est obtenue au niveau 2, montre que la classe Pêchers de la VT est divisée 

en deux classes. Ainsi le nombre estimé de classes est de 6 au lieu de 5. La Figure 26 (b) montre la 

pertinence de cette division en se référant aux signatures spectrales moyennes de ces deux classes 

formées. Ceci est dû au fait que ces deux variantes de la classe des Pêchers n'ont pas été spécifiées 

lors de l'élaboration de la VT. Ainsi, la méthode proposée met en valeur les informations fournies 

par l'imagerie hyperspectrale dans le proche infrarouge. Dans ce cas, le CCR corrigé en tenant 

compte de cette division est de 100%. Au contraire, si l'on considère la VT simplifiée avec 5 

classes, le CCR n'est que de 88.31%, alors que l’algorithme met en évidence une information 

objective et indiscutable. Cet exemple confirme encore une fois l'intérêt d'une méthode non 

supervisée pour corriger les données de la VT simplifiée en exploitant le pouvoir discriminant de 

l'imagerie hyperspectrale grâce à son domaine spectral V-NIR. 

5.3.2.2 Sélection des échantillons d'apprentissage 

La Figure 27 et le Tableau 27 montrent les échantillons d'apprentissage obtenus par la méthode 

TS-HUP-OAP proposée. Le nombre possible d'échantillons des trois ensembles d'apprentissage, 

𝑁1, 𝑁2 et 𝑁 est respectivement de 1515, 3033 et 4096. 
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 Riviére  

 Pinus halepensis 

 Pêchers 

 Arundo donax 

 Bâtiments 

 Variante des Pêchers (New class)  

 

 

(a) (b)  
 

  

Figure 26. Résultats du partitionnement de l'image hyperspectrale synthétique de la Figure 2 par 

HUP-OAP, (a) : image partitionnée et (b) : signatures spectrales moyennes (en abscisse le 

nombre de bandes spectrales et en ordonnée la réflectance) des deux sous-classes de pêchers 

(Pêchers et New classe de Pêchers). 

SH-TS MSH-TS  

  

 Rivière 

 Pinus halepensis 

 Pêchers  

 Arundo donax 

 Bâtiments 

 Variante de Pêchers (New class) 

 Pixels d'apprentissage exclus (Blanc) 
 

Figure 27. Echantillons d'apprentissage sélectionnés de l'image hyperspectrale synthétique de la 

Figure 2 par la méthode proposée. 

 

Tableau 27. Nombre d'échantillons d'apprentissage par classe de l'image hyperspectrale 

synthétique de la Figure 2 obtenue par la méthode proposée. 

Classes 𝐶𝑖 formées 

par HUP-OAP 

      

Rivière 
Pinus 

halepensis 
Pêchers 

Variante de 

Pêchers (New 

class) 

Arundo 

donax 
Batiments 

C1 C2 C3 C4 C5 C6 

Nombre d'individus 

dans chaque classe 
452 1068 716 473 500 887 

𝑁1𝑖 199 327 196 155 198 440 

𝑁2𝑖 372 755 463 285 328 830 

𝑁1 1515 

𝑁2 3033 
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5.3.2.3 Évaluation des ensembles d'apprentissage sélectionnés 

Pour les mêmes raisons que celles mentionnées précédemment, seuls les deux ensembles 

d'apprentissage de données de la VT validée avec les échantillons 𝑁1 ou 𝑁2 sont utilisés et les 

échantillons restants de chacun sont utilisés pour l'étape d'identification. 

 Résultats SVM avec et sans sélection d'échantillons d'apprentissage préliminaire 

L'application du SVM sur cette image hyperspectrale synthétique en utilisant les 4 ensembles 

d'apprentissage donne les résultats montrés dans la Figure 28. La Figure 28 (a) montre le CCR du 

SVM obtenu avec les fonctions à noyau Linéaire, Polynomial, RBF et Sigmoïde avec les quatre 

ensembles d'apprentissage en fixant 𝐶 à 10 et 𝛼 à 0.98. Nous remarquons que le résultat optimal 

est obtenu avec la fonction noyau RBF quel que soit l'ensemble d'apprentissage utilisé. Pour cette 

raison, la fonction RBF est utilisée dans les tests présentés dans la Figure 28 (b) et Figure 28 (c).  

Comme nous pouvons le voir (Figure 28), effectuer une sélection des échantillons 

d'apprentissage par TS-HUP-OAP avant l'application du SVM permet de fournir des performances 

significativement meilleures que la sélection aléatoire. En particulier, la meilleure performance est 

obtenue par la fonction noyau RBF en utilisant l'ensemble d'apprentissage MSH-TS (96.90%) avec 

𝐶 = 100 et 𝛼 = 0.1 (voir Figure 28 (c)). Ces résultats montrent également que le CCR utilisant les 

données de la VT biaisée, c'est-à-dire avec l'ensemble d'apprentissage OGT-TS (87.13%), est 

inférieur au CCR utilisant les données GT corrigées, c'est-à-dire avec l'ensemble d'apprentissage 

CGT-TS (90.27%) avec la fonction noyau RBF, 𝐶 = 10 et 𝛼 = 0.1.  

De plus, ces résultats confirment également que l'ensemble d'apprentissage OGT-TS 

sélectionné aléatoirement à partir des données de la VT originale, quels que soient les ensembles 

de paramètres utilisés, donne les plus mauvais résultats.  

Pour la méthode SVM, l'introduction du MSH-TS obtenu par la méthode proposée dans la 

phase d'apprentissage donne les meilleures performances et apporte ainsi une amélioration de 

9.77% (96.9% au lieu de 87.13%) et 6.63% (96.9% au lieu de 90.27%) en considérant les 

ensembles d'apprentissage OGT-TS et CGT-TS tirés au hasard respectivement. 



138 

 

   
(a) En variant la fonction noyau 

(𝐶 = 10, 𝛼 = 0.98) 
(b) En varaint 𝐶   

(RBF, 𝛼 = 0.98) 
(c) En variant 𝛼   

(RBF, 𝐶 = 100) 

Figure 28. CCR obtenus par SVM en faisant varier ses trois paramètres d'entrée en fonction des 

quatre ensembles d'apprentissage de l'image hyperspectrale synthétique de la Figure 2. 

 Résultats KNN avec et sans sélection d'échantillons d'apprentissage préliminaire 

Pour KNN, les mêmes tests que pour les données IRIS ont été effectués avec les quatre 

ensembles d'apprentissage, mais cette fois en faisant varier le nombre de K voisins entre 1 et 535. 

La Figure 29 montre la variation du CCR en fonction de K pour les quatre ensembles 

d'apprentissage. Ces résultats montrent que le meilleur CCR est obtenu avec K égal à 5 en utilisant 

l'ensemble d'apprentissage MSH-TS (95.02%). Par conséquent, l'algorithme KNN associé à la 

méthode de sélection des échantillons d'apprentissage donne les meilleurs résultats quelle que soit 

la valeur de K par rapport à KNN utilisant uniquement CGT-TS où le meilleur CCR est de 88.64% 

pour K = 9 et OGT-TS où le CCR est de 84.81% pour K = 33. 

Avec la méthode KNN, les conclusions sont les mêmes que celles données par la méthode 

SVM. L'introduction de MSH-TS obtenu par la méthode proposée dans le processus 

d'apprentissage donne la meilleure performance (95.02%) et fournit ainsi une amélioration de 

10.21% et 6.38%, en considérant 30% des échantillons d'apprentissage choisis aléatoirement sur 

OGT et CGT respectivement. Les taux donnés sont calculés en prenant comme référence la VT 

corrigée.  
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Figure 29. CCR obtenus par KNN en faisant varier le paramètre K suivant les quatre ensembles 

d'apprentissage de l'image hyperspectrale synthétique de la Figure 2. 

 

 Résultats ANN avec et sans sélection d'échantillons d'apprentissage préliminaire 

Les résultats de l'évaluation de l'algorithme ANN associé aux quatre échantillons 

d'apprentissage sélectionnés sont présentés à la Figure 30. Le taux d'apprentissage 𝜂 est varié entre 

0.1 et 0.9, et le nombre de neurones 𝐻𝑁 entre 1 et 22. La Figure 30 (a) montre la variation du CCR 

en fonction de 𝜂, en fixant 𝐻𝑁 à 18. Ces résultats soulignent que le CCR change en variant 

l'ensemble d'apprentissage et que le résultat optimal de chaque ensemble d'apprentissage est obtenu 

pour différentes valeurs de 𝜂. Par exemple, en utilisant l'ensemble d'apprentissage SH-TS, le CCR 

optimal (88.98%) est obtenu pour 𝜂 = 0.4, au contraire avec MSH-TS le CCR optimal (91.48%) est 

obtenu pour 𝜂 = 0.3. Enfin, en utilisant les ensembles d'apprentissage CGT-TS et OGT-TS, le CCR 

optimal est de 86.56% et 84.97% respectivement pour 𝜂 = 0.2. 

La Figure 30 (b) montre la variation du CCR en fonction de 𝐻𝑁 et en fixant 𝜂 à 0.4, 0.3 et 0.2 

lors de l'utilisation des ensembles d'apprentissage SH-TS, MSH-TS et CGT-TS ou OGT-TS 

respectivement. Cette figure montre que le meilleur résultat est obtenu pour 𝐻𝑁 = 9 en utilisant 

l'ensemble d'apprentissage MSH-TS avec un CCR de 93.95%. Ces résultats confirment également 

que l'introduction de l'étape de sélection des échantillons d'apprentissage donne également les 

meilleurs résultats contre les ensembles d'apprentissage CGT-TS et OGT-TS quelle que soit la 

valeur de 𝜂 et 𝐻𝑁. Enfin, nous remarquons que la sélection des échantillons d’apprentissage par 

homogénéité modérément forte donne les meilleurs résultats dans tous les cas. 
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(a) En variant 𝜂  

(𝐻𝑁 = 18) 

(b) En variant 𝐻𝑁  

(𝜂 = 0.4 pour SH-TS, 𝜂 = 0.3 pour MSH-TS, 

and 𝜂 = 0.2 pour CGT-TS ou OGT-TS) 

Figure 30. CCR obtenus par ANN en faisant varier ses deux paramètres d'entrée suivant les 
quatre ensembles d'apprentissage de l'image hyperspectrale synthétique de la Figure 2. 

Les résultats résumés dans le Tableau 28 et la Figure 31 confirment également l'amélioration 

des performances des méthodes supervisées testées sur l'image hyperspectrale synthétique en 

introduisant la méthode de sélection des échantillons d'apprentissage. En effet, par exemple le CCR 

obtenu par SVM sans la procédure de sélection (90.27%) est inférieur à ceux obtenus avec celle-

ci, quel que soit le nombre d'échantillons utilisés (𝑁1 ou 𝑁2), qui sont respectivement de 94.53% 

et 96.90%. Ainsi, l'application de l'algorithme TS-HUP-OAP proposé représente une amélioration 

des performances de 4.26% et 6.63% respectivement. La même affirmation peut être faite pour les 

résultats obtenus en utilisant les algorithmes KNN et ANN. Ce tableau montre également que SVM 

donne les meilleurs résultats par rapport au KNN et ANN, quel que soit l'ensemble d'apprentissage 

utilisé.  

En considérant le meilleur CCR dans le cas de l'ensemble MSH-TS, les améliorations par 

rapport aux meilleurs résultats obtenus par un tirage aléatoire d'échantillons de CGT ou OGT sont 

respectivement de 6.63% et 9.77%. Ces performances sont obtenues avec l'ensemble optimal des 

paramètres de SVM. 

Tableau 28. CCR (%) des méthodes KNN, SVM et ANN en fonction de la sélection automatique 

des échantillons d'apprentissage sur l'image hyperspectrale synthétique de la Figure 2 avec le 

réglage optimal de leurs paramètres d'entrée. 

Méthodes SH-TS MSH-TS CGT-TS OGT-TS 

SVM 94.53 96.90 90.27 87.13 

KNN 92.63 95.02 88.64 84.81 

ANN 90.61 93.95 87.94 84.97 
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Figure 31. CCR des méthodes supervisées SVM, KNN et ANN en fonction des ensembles 

d'apprentissage sur l'image hyperspectrale synthétique de la Figure 2 avec l'ensemble optimal de 
paramètres. 

5.3.3 Evaluation sur l’image hyperspectrale aérienne réelle de grande taille 

Le but de cette évaluation est de montrer sur une grande image réelle l'importance de la 

méthode autonome pour fournir des échantillons de la VT et d'apprentissage dans le cas où il est 

impossible de les obtenir pratiquement par l'utilisateur. L'objectif est ensuite d'identifier les 

principales classes existantes dans cette image réelle et de fournir une cartographie précise de leur 

taux de couverture à utiliser pour le processus d'apprentissage. L’image utilisée ici est celle de la 

Figure 12.  

La partition optimale de cette image est obtenue au niveau hiérarchique 4, où le nombre estimé 

de classes est de 5. Sur la base de cette partition optimale, le taux de couverture du sol de chaque 

classe détectée correspond à 19% pour les algues brunes, 25.61% pour les algues vertes, 15.94% 

pour Roches+Galets, 15.05% pour le sable et 24.39% pour l'eau, comme le montre le Tableau 29. 

Ce tableau montre également une augmentation significative des échantillons d’apprentissage de 

chaque classe de la VT par la méthode proposée. Elle remplit donc parfaitement son rôle dans cette 

application où l'accès à de multiples échantillons d’apprentissage est à la fois difficile et coûteux. 

Tableau 29. Taux de couverture au sol de chaque classe obtenue au niveau 4 par HUP-OAP sur 

l'image hyperspectrale réelle de la Figure 12. 

Classes 

Nombre de points 

collectés au sol 

par l’opérateur 

Augmentation des 

échantillons de la VT 

par la méthode 

proposée  

Taux de 

couverture 

au sol (%) 

Algues vertes 4 290 452 25.61 

Algues brunes 10 215 509 19.00 

Roches+Galets 6 180 802 15.94 

Sable 3 170 617 15.05 

Eau 0 276 620 24.39 
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5.3.3.1 Sélection des échantillons d'apprentissage   

Le Tableau 30 montre les nombres d'échantillons d'apprentissage obtenus par la méthode TS-

HUP-OAP proposée. Le nombre possible d'échantillons d'apprentissage 𝑁1, 𝑁2 et 𝑁 est 

respectivement de 489 885, 868 803 et 1 134 000. La Figure 32 illustre les échantillons appartenant 

aux deux ensembles d'apprentissage sélectionnés SH-TS et MSH-TS avec 𝑁1 et 𝑁2 pixels 

respectivement, où tous les pixels exclus de chaque classe de la phase d’apprentissage sont 

étiquetés en blanc.  

Tableau 30. Nombre d'échantillons d'apprentissage par classe de l'image hyperspectrale réelle de 

la Figure 12 obtenue par la méthode proposée. 

Classes 𝐶𝑖 formées 

par HUP-OAP 

 
Algues brunes 

 
Algues vertes 

 
Roches et galets 

 
Sable 

 
Eau 

C1 C2 C3 C4 C5 

Nombre d'individus 

dans chaque classe 
215 509 290 452 180 802 170 617 276 620 

𝑁1𝑖 95 315 114 045 85 402 59 803 135 320 

𝑁2𝑖 186 633 201 639 146 773 126 991 206 767 

𝑁1 489 885 

𝑁2 868 803 
 

 
SH-TS 

 
MSH-TS 

 Algues vertes  Algues brunes 

 Eau  Roches+Galets 

 Pixels d'apprentissage exclus  Sable 

Figure 32. Echantillons d'apprentissage sélectionnés de l'image hyperspectrale réelle par la 
méthode proposée. 
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5.3.3.2 Évaluation des ensembles d'apprentissage sélectionnés 

Pour les mêmes raisons que précédemment, seuls les deux ensembles d'apprentissage avec les 

échantillons 𝑁1 ou 𝑁2 sont utilisés dans l'étape d'apprentissage et les échantillons restants de chacun 

sont utilisés pour l'étape d'identification.  

Nous notons que dans ces expérimentations, la VT originale n'est formée que de quelques 

pixels déjà validés ; nous n'avons donc pas besoin de la corriger. Cependant, comme ce nombre de 

pixels est très faible pour effectuer les deux phases d'apprentissage et d'identification, nous 

considérons dans ce cas, la partition optimale obtenue par la méthode HUP-OAP comme une VT 

de référence, que nous avons nommée CGT. Ainsi, CGT-TS sera générée en sélectionnant 

aléatoirement 30% des pixels de chaque classe pour l'étape d'apprentissage à partir de la VT 

obtenue par HUP-OAP. 

 Résultats SVM avec et sans sélection d'échantillons d'apprentissage préliminaire 

L'application du SVM sur cette image hyperspectrale réelle en utilisant les trois ensembles 

d'apprentissage donne les résultats présentés dans la Figure 33. La Figure 33 (a) montre le CCR du 

SVM obtenu avec les fonctions à noyau Linéaire, Polynomial, RBF et Sigmoïde en fixant 𝐶 à 10 

et 𝛼 à 0.98. Le résultat optimal est également obtenu avec la fonction noyau RBF quel que soit 

l'ensemble d'apprentissage utilisé. Le meilleur CCR (95.99%) est obtenu avec la fonction RBF et 

l'ensemble d'apprentissage MSH-TS. Par conséquent, la fonction RBF est utilisée dans les tests 

présentés dans la Figure 33 (b) et la Figure 33 (c) en faisant varier 𝐶 et 𝛼 respectivement. D’après 

la Figure 33 (b), le meilleur CCR (96.10%) est obtenu lorsque 𝐶 = 100 et 𝛼 = 0.98 et d’après la 

Figure 33 (c), le meilleur CCR (96.66%) est obtenu lorsque 𝐶 = 100 et 𝛼 = 0.1.   

Ces résultats d'évaluation confirment comme les tests précédents sur les données Iris et l'image 

hyperspectrale synthétique que la sélection des échantillons d'apprentissage par TS-HUP-OAP et 

leur utilisation dans le processus d’apprentissage du SVM donne des performances 

significativement meilleures que la sélection aléatoire sur l’ensemble des données de la VT 

originale et corrigée, en particulier, lorsque l'ensemble d'apprentissage MSH-TS est associé à la 

fonction noyau RBF, 𝐶 = 100 et 𝛼 = 0.1. 
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(a) En variant la fonction noyau 

(𝐶 = 10, 𝛼 = 0.98) 

(b) En variant 𝐶   

(RBF, 𝛼 = 0.98) 

(c) En variant 𝛼   

(RBF, 𝐶 = 100) 

Figure 33. CCR obtenus par SVM en faisant varier ses trois paramètres d'entrée selon les trois 
ensembles d'apprentissage de l'image hyperspectrale réelle de la Figure 12. 

 Résultats KNN avec et sans sélection d'échantillons d'apprentissage préliminaire 

Pour KNN, les mêmes tests que précédemment ont été effectués avec les 3 ensembles 

d'apprentissage, mais cette fois-ci en faisant varier le nombre de K voisins entre 1 et 1035. La 

Figure 34 montre la variation du CCR en fonction de K. Le meilleur CCR (91.12%) est obtenu avec 

K égal à 55 en utilisant l'ensemble d'apprentissage MSH-TS. 

 

Figure 34. CCR obtenus par KNN en faisant varier le paramètre K suivant les ensembles 

d'apprentissage SH-TS, MSH-TS et CGT-TS de l'image hyperspectrale réelle de la Figure 12. 

 Résultats ANN avec et sans sélection d'échantillons d'apprentissage préliminaire 

Dans ces évaluations avec les trois ensembles d'apprentissage, les performances de 

l'algorithme ANN sont évaluées en faisant varier ses deux paramètres d'entrée. Premièrement, le 

nombre de neurones 𝐻𝑁 est fixé à 22 et le taux d'apprentissage 𝜂 varie entre 0.1 et 0.9. 

Deuxièmement, le paramètre 𝜂 est fixé à 0.6, 0.4 et 0.3 en faisant varier le paramètre 𝐻𝑁 entre 1 

et 29. Dans ces deux cas, les variations du CCR sont données dans la Figure 35 (a) et la Figure 35 
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(b) respectivement. Ces résultats confirment à nouveau la forte influence des paramètres 𝜂 et 𝐻𝑁 

sur la qualité des résultats ANN. Par exemple, dans la Figure 35 (a), en fixant 𝑁𝐻 à 22, le CCR 

optimal utilisant l'ensemble d'apprentissage SH-TS (87.56%) ou MSH-TS (90.60%) ou CGT-TS 

(85.95%) est obtenu pour 𝜂= 0.6, 𝜂 = 0.4 et 𝜂 = 0.3 respectivement.  

Dans l'exemple de la Figure 35 (b), la variation du CCR en fonction de 𝐻𝑁 est calculée en 

fixant 𝜂 à 0.6, 0.4 et 0.3 en utilisant les ensembles d'apprentissage SH-TS, MS-TH et CGT-TS 

respectivement. Le meilleur résultat avec un CCR de 90.87% est obtenu pour 𝐻𝑁 = 24 et 𝜂 = 0.6 

en utilisant l'ensemble d'apprentissage MSH-TS. De plus, les échantillons d’apprentissage 

sélectionnés par la méthode proposée donnent les meilleurs résultats par rapport à l'ensemble 

d'apprentissage sélectionné aléatoirement dans CGT quelle que soit la valeur de 𝜂 et 𝐻𝑁. 

  

(a) En variant 𝜂 

(𝑁𝐻 = 22) 

(b) En variant 𝐻𝑁 

(𝜂 = 0.6 pour SH-TS, 𝜂 = 0.4 pour MSH-

TS et 𝜂 = 0.3 pour CGT-TS) 

Figure 35. CCR obtenus par ANN en faisant varier ses deux paramètres d'entrée selon les 

ensembles d'apprentissage SH-TS, MSH-TS et CGT-TS de l'image hyperspectrale réelle de la 

Figure 12. 

Les résultats résumés dans le Tableau 31 et la Figure 36 confirment comme les résultats 

précédents des données IRIS et de l'image hyperspectrale synthétique, la pertinence de la méthode 

de sélection des échantillons d'apprentissage proposée lors de l'utilisation de méthodes supervisées, 

comme les algorithmes SVM, KNN et ANN. Nous précisons que les résultats de partitionnement 

sont obtenus en essayant d’optimiser empiriquement le choix des paramètres d'entrée de chaque 

algorithme. En effet, par exemple le CCR obtenu par SVM sans la procédure de sélection (91.99%) 

est inférieur à ceux obtenus avec celle-ci, quel que soit le nombre d'échantillons utilisés (𝑁1 ou 𝑁2), 

qui est respectivement de 93.77% et 96.66%. Ainsi, l'application de l'algorithme TS-HUP-OAP 

proposé représente une amélioration des performances de 1.78% et 4.67% respectivement. La 

même remarque peut être faite pour les résultats obtenus en utilisant les algorithmes KNN et ANN. 
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Ce tableau montre également que le SVM donne les meilleurs résultats par rapport au KNN et 

ANN, quel que soit l'ensemble d'apprentissage utilisé. 

Pour résumer l'ensemble des évaluations de la méthode de sélection d'apprentissage proposée 

effectuées sur les données IRIS et des images hyperspectrales, nous présentons dans le Tableau 32, 

le Tableau 33 et le Tableau 34 les principaux résultats des méthodes SVM, KNN et ANN en 

optimisant empiriquement leurs paramètres d'entrée.  

A titre indicatif, le Tableau 35 montre le temps CPU obtenu en appliquant HUP-OAP aux trois 

bases de données, avec et sans la parallélisation par partitionnement de blocs. La machine utilisée 

est un processeur Intel(R) Core (TM) i7-7700 avec 3.6 GHz et 16 Go de mémoire. Comme cette 

machine ne possède que quatre cœurs, les blocs sont donc traités par paquets de 4, c'est-à-dire que 

chaque paquet de 4 blocs est traité séparément en même temps. La parallélisation de 

partitionnement permet de réduire considérablement le temps de calcul. 

Tableau 31. CCR en % des méthodes de partitionnement supervisées SVM, KNN et ANN sur 

l'image hyperspectrale réelle de la Figure 12 en fonction de la sélection des échantillons 

d'apprentissage avec le réglage optimal de leurs paramètres. 

Méthodes SH-TS MSH-TS CGT-TS 

SVM 93.77 96.66 91.99 

KNN 90.64 91.12 86.91 

ANN 88.15 90.87 85.95 

 

 

Figure 36. CCR des méthodes supervisées SVM, KNN et ANN suivant les ensembles 

d'apprentissage SH-TS, MSH-TS et CGT-TS sur l'image hyperspectrale réelle de la Figure 12 

avec le réglage optimal de leurs paramètres. 
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Tableau 32. Les paramètres SVM donnant les meilleures performances sur les 3 bases de 

données (IRIS, Images de la  Figure 2 et de la Figure 12). 

Bases de 

données 

SH-TS MSH-TS CGT-TS OGT-TS 

Noyau 𝐶 𝛼 Noyau 𝑪 𝜶 Noyau 𝐶 𝛼 Noyau 𝐶 𝛼 

IRIS 

RBF 

10 0.98 

RBF 

10 0.98 

RBF 

10 0.98 

RBF 

10 0.98 

Image 

synthétique 
100 0.1 100 0.1 100 0.1 100 0.1 

Image 

hyperspectrale 

réelle 

100 0.1 100 0.1 100 0.1 - - - 

 

Tableau 33. Le paramètre K de KNN fournit la meilleure performance sur les 3 bases de données 

(IRIS, Images de la  Figure 2 et de la Figure 12). 

Bases de données SH-TS MSH-TS CGT-TS OGT-TS 

IRIS  17 7 5 5 

Image synthétique 29 5 9 33 

Image hyperspectrale réelle 75 55 105 - 
 

Tableau 34. Les paramètres ANN donnant les meilleures performances sur les 3 bases de 

données (IRIS, Images de la  Figure 2 et de la Figure 12). 

Bases de données 
SH-TS MSH-TS CGT-TS OGT-TS 

𝜂 𝐻𝑁 𝜼 𝑯𝑵 𝜂 𝐻𝑁 𝜂 𝐻𝑁 

IRIS 0.2 2 0.2 2 0.3 3 0.3 1 

Image synthétique 0.4 3 0.3 9 0.2 5 0.2 14 

Image 

hyperspectrale 

réelle 

0.6 24 0.4 24 0.3 22 - - 

 

Tableau 35. Temps CPU (s) par HUP-OAP avec et sans parallélisation sur les trois bases de 

données (IRIS, Images de la  Figure 2 et de la Figure 12). 

Bases de données Nombre de blocs 
HUP-OAP sans 

parallélisation 

HUP-OAP avec 

parallélisation 

Réduction du 

temps en % 

IRIS  

1 (150 individus) 0.14 ----- ----- 

10 (taille du bloc : 15 

individus) 
0.10 0.034 34 

Image synthétique 

1 (64×64 pixels) 88.17 ----- ----- 

16 (taille du bloc : 

16×16 pixels) 
3.37 0.84 25 

Image hyperspectrale 

réelle 

200 (taille du bloc : 

63×90 pixels) 
4 932.67 1 233.16 25 

1260 (taille du bloc : 

30×30 pixels) 
2 389.03 595.25 25 
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5.4 Discussion  

Dans ce chapitre, nous avons proposé une méthode non supervisée et autonome pertinente qui 

apporte des réponses concrètes et pratiques aux difficultés que l'utilisateur peut rencontrer lors de 

la mise en œuvre d'une méthode de partitionnement supervisée avec ou sans apprentissage profond. 

En effet, les problèmes concernant les échantillons d'apprentissage auxquels la méthode proposée 

peut apporter une solution adaptée sont : i) les échantillons d'apprentissage existent mais sont 

biaisés et/ou insuffisants et ii) les données de la VT sont difficilement accessibles pour des raisons 

de sécurité ou dans le cas des données de grande taille.  

L'objectif de la méthode proposée est d'améliorer les performances des méthodes nécessitant 

une étape d'apprentissage en fournissant aux utilisateurs des ensembles d'apprentissage faciles à 

sélectionner en fonction de leur degré d'homogénéité, qui répondent aux précisions requises. Cette 

méthode est donc réalisée en optimisant un critère objectif sans intervention de l'utilisateur. Elle 

donne à l'utilisateur la possibilité de découvrir toutes les classes présentes dans une base de données 

et de sélectionner les classes répondant à ses objectifs en toute connaissance des autres classes 

existantes qui peuvent apporter un complément d’information sur les phénomènes à analyser et à 

interpréter. Elle offre donc la possibilité de corriger les VT biaisées ou de générer des VT en cas 

d'absence de ceux-ci suivant des critères d’optimisation indépendant de tout utilisateur et ainsi 

éviter toute subjectivité. 

Les trois bases de données (données IRIS, une image hyperspectrale synthétique et une image 

hyperspectrale réelle) sur lesquelles notre méthode est objectivement évaluée illustrent 

parfaitement les exemples de problèmes qui peuvent être rencontrés lors de la sélection des 

échantillons d'apprentissage. Les évaluations de la méthode proposée sur ces bases de données 

illustrent la pertinence des ensembles d'apprentissage créés. En effet, l'application de trois 

algorithmes supervisés (SVM, KNN et ANN) en introduisant des ensembles d'apprentissage 

sélectionnés montre que les performances de ces méthodes sont meilleures en utilisant des 

échantillons d'apprentissage sélectionnés de manière non supervisée qu'en utilisant des échantillons 

sélectionnés de manière aléatoire. Nous avons montré également que cette méthode non supervisée 

et autonome donne la possibilité de corriger des données de la VT biaisée ou simplifiée. Elle permet 

même d'obtenir des échantillons d'apprentissage fiables dans le cas de l'absence de données de la 

VT ou de leur insuffisance. Ceci illustre parfaitement l'intérêt pratique de cette méthode et met en 
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évidence le fait que chaque donnée de la VT fournie par l'utilisateur ne doit pas automatiquement 

être considérée comme une référence absolue comme nous l'avons prouvé avec les trois exemples 

traités ici. 

Pour conclure ces résultats d'évaluation concordants et convaincants, nous soulignons que 

l'introduction de la méthode autonome non supervisée proposée pour fournir des échantillons 

d'apprentissage de la VT, leur validation et leur augmentation améliorent les performances des 

méthodes supervisées avec et sans apprentissage profond.  

En perspective, il reste à évaluer le temps de calcul en parallélisant au maximum le 

partitionnement des blocs, même si ce temps reste dépendant de la puissance de calcul disponible 

de chaque machine. 
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Chapitre 6 : Méthode de partitionnement non supervisée et non 

paramétrique par association directe et indirecte pour des données de 

grande taille 

6.1 Introduction 

Les méthodes développées dans le chapitre 4 utilisent des critères d’optimisation plus élaborés, 

cependant, elles ne tiennent pas compte de la connectivité spatiale entre individus ce qui peut 

contribuer à certaines ambiguïtés lors de la formation des classes. Nous proposons dans ce chapitre 

une nouvelle méthode de partitionnement également non supervisée et non paramétrique en 

définissant de nouveaux critères faisant appel à des notions d’association entre individus ou objets 

lors du processus d’agrégation. Dans cette méthode, les nouveaux critères permettent d’évaluer le 

degré de connectivité entre les individus via le lien direct et indirect entre eux, que nous nommons 

respectivement « association directe » et « association indirecte ». Cette méthode est aussi 

applicable sur des données de grande taille sans aucune intervention de l’utilisateur est nommée 

HUP-DIA (partitionnement hiérarchique non supervisée par associations directe et indirecte). 

Ce travail apporte les contributions suivantes :  

 Introduction des nouveaux critères d’optimisation (associations directe et indirecte) basant 

sur la mesure de distance entre les individus et description de la procédure de la formation 

des classes ; 

 Introduction d'une approche de partitionnement par blocs pour les données de grande taille 

et proposition d'une procédure de fusion des classes obtenues sur les blocs ;  

 Création d’un partitionnement hiérarchique où le nombre de classes est estimé pour chaque 

partition afin de permettre une analyse plus fine des données suivant le besoin de 

l’utilisateur.  

 Ce chapitre est structuré en quatre sections. Dans la Section 6.2, nous présentons les travaux 

associés aux approches de partitionnement utilisant la connectivité. Ensuite, dans la Section 6.3 

nous décrivons et détaillons la méthode proposée. Puis, dans la Section 6.4 nous évaluons cette 

méthode sur les images présentées dans le chapitre 4. Finalement, la Section 6.5 conclut les travaux 

menés du chapitre.  
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6.2 Travaux associés   

Dans la littérature, les approches de partitionnement utilisant la notion de connectivité 

s’appuient généralement sur la théorie des graphes. Elles consistent à créer un graphe à partir de 

l’ensemble de données à partitionner et d’exploiter les différentes propriétés de ce graphe pour 

former des classes. L'idée générale consiste à modéliser les individus par les sommets de ce graphe 

et les caractéristiques (distance, similarité, etc.) reliant ces individus par des arêtes.  

Le dénominateur commun de ces méthodes est leur caractère paramétrique et semi-supervisé, 

qui met un frein à leur utilisation lorsque le nombre réel de classes des données à partitionner est 

inconnu ou avec un choix empirique des valeurs de certains seuils ou paramètres, qui influent 

fortement les résultats de partitionnement.  

Par exemple, parmi les méthodes paramétriques, nous citons celle proposée par Hartuv et 

Shamir [120]. L’algorithme de partitionnement, qui s’appelle HCS (Highly Connected Subgraphs), 

fait appel à la notion de composante connexe. Dans le graphe seuil de similarité, ils identifient les 

classes par les sous-graphes fortement connexes dont l’arête-connectivité excède la moitié du 

nombre de sommets. Ces sous-graphes sont déterminés en utilisant des algorithmes de recherche 

des ensembles minimaux d’arêtes dont la suppression déconnecte le graphe initial. Dans le même 

ordre d’idée, dans [121], un algorithme de partitionnement hiérarchique basé sur le principe de 

connectivité de graphe flou est proposé. L'algorithme présenté applique la théorie des ensembles 

flous à la méthode de partitionnement hiérarchique afin de découvrir des classes connexes. Dans 

[122], un nouvel algorithme appelé SNGC (Shard Neighbors Graph Clustering) introduit à la fois 

les voisins partagés et la connectivité entre les sommets d’un graphe pour former les classes. Dans 

[123], un modèle de bloc stochastique sous-espace pour explorer les structures des classes dans les 

graphes attribués est proposé. Le point clé est de voir à la fois la structure topologique et les 

informations sur les attributs comme les facteurs latents pour conduire la formation de classes dans 

le nouveau modèle génératif proposé. Plus précisément, les attributs pertinents sont appris de 

manière itérative pour chaque classe, puis utilisés comme informations précieuses à intégrer dans 

le modèle de bloc stochastique. Dans le même contexte, dans [124], la classification de sous-

espaces dans un graphe attribué à plusieurs valeurs est étudiée et un algorithme SCMAG (Subspace 

Clustering in Multi-valued Attributed Graph) pour la détection de communauté est proposé. Cet 

algorithme utilise une approche de classification de sous-espaces à base de cellules et identifie les 
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cellules avec une connectivité dense dans les sous-espaces. « La marche aléatoire » avec 

redémarrage est utilisée pour mesurer la connectivité structurelle et la similitude des attributs. Un 

schéma d'indexation est conçu pour prendre en charge le calcul efficace de la connectivité cellulaire 

à partir de scores de marche aléatoires. Également une nouvelle stratégie de combinaison de 

cellules sur les dimensions des attributs catégoriels et un nouveau mécanisme pour gérer les 

attributs à valeurs multiples sont introduits. 

Dans [125], un nouvel algorithme génétique multi-objectif (MOGA-OCD) conçu pour 

identifier les communautés dans les réseaux sociaux qui se chevauchent est proposé, en utilisant 

des mesures liées à la connectivité du réseau. Cet algorithme utilise un codage de type phénotype 

basé sur les informations de bord, et une nouvelle fonction de mise en forme centrée sur 

l'optimisation de deux objectifs classiques en problème de détection de communauté : le premier 

est utilisé pour maximiser la connectivité interne des communautés, tandis que le second est utilisé 

pour minimiser les connexions externes au reste du graphe. 

Dans [126], une nouvelle méthode de partitionnement hiérarchique fractionnée et fusionnée 

est proposée dans laquelle un arbre couvrant minimum (MST) et un graphe basé sur MST sont 

utilisés pour guider le processus de division et de fusion.  Dans le processus de fractionnement, les 

sommets avec des degrés élevés dans le graphe basé sur MST sont sélectionnés comme prototypes 

initiaux, et le K-means est utilisé pour fractionner le jeu de données. Dans le processus de fusion, 

les paires de sous-groupes sont filtrées et seules les paires voisines sont prises en compte pour la 

fusion. La méthode proposée nécessite la connaissance du nombre de classes. 

Dans [127], les auteurs améliorent la connectivité des graphes en ajoutant une étape de 

projection efficace à la méthode SSC-OMP (Sparse Subspace Clustering by Orthogonal Matching 

Pursuit). Avec cette étape de projection, il est possible d'établir une garantie théorique que la 

condition de préservation du sous-espace conduit directement au résultat exact de partitionnement, 

qui comble l'écart.  

Il existe de nombreuses méthodes de partitionnement basées sur la densité pour préserver la 

connectivité des classes [128], [129], [130], parmi lesquelles le partitionnement spatial basée sur 

la densité des applications avec bruit (DBSCAN) [128] est une méthode typique. DBSCAN 

recherche les zones de densité atteignables dans l'espace d'entités et regroupe les points de données 

par accessibilité de densité. Cependant, le nombre de classes est sensible à la taille d'un quartier et 
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au seuil de densité. Trois méthodes ont été proposée visant sur l’amélioration de DBSCAN. Une 

première méthode intègre la connectivité spatiale des pixels pour partitionner les images couleurs 

[131]. Une deuxième vise à améliorer la vitesse d’exécution de DBSCAN en garantissant les 

mêmes résultats [132] et la troisième [133], améliore l'efficacité de DBSCAN en réduisant le 

nombre global de requêtes de voisinage. Les travaux conduits dans [132] traitent ce problème en 

examinant les stratégies d'interrogation de région les plus pertinentes pour DBSCAN. Toutes ces 

méthodes sont paramétriques, où plusieurs paramètres doivent être fixés empiriquement par 

l’utilisateur et leurs choix influent fortement les résultats de partitionnement.  

Dans [134], l'algorithme de partitionnement RElative COre MErge (RECOME) est proposé. 

Le cœur de RECOME est une nouvelle mesure de densité, qui est la densité relative du K noyau 

voisin le plus proche (RNNKD). RECOME identifie les objets core avec l'unité RNNKD et 

partitionne les objets non-core en groupes d'atomes en suivant successivement des relations de 

voisinage de densité plus élevée vers les objets core. Les objets de base et leurs classes d'atomes 

correspondant sont ensuite fusionnés via des chemins α-accessible sur un graphe KNN. Le nombre 

de classes calculé par RECOME est une fonction d’étape du paramètre α avec discontinuité de saut 

sur une petite collection de valeurs. C’est une méthode paramétrique.  

D’autres méthodes faisant appel à la connectivité ont été proposées qui sont aussi 

paramétriques comme dans [135], [136] et [137].  

On trouve également l’introduction du critère de la connectivité dans l’algorithme K-means 

pour pouvoir former des classes spatialement liées [138]. Le maintien de la connectivité des classes 

nécessite la spécification de la relation d'adjacence dans l'énoncé du problème, en utilisant le cadre 

des graphes pondérés par les bords. La dernière méthode que nous pouvons citer est celle proposée 

dans [139]. Cette approche construit la matrice de similarité de nœuds d'un graphe sur la base d'une 

nouvelle métrique de similitude de nœuds, puis applique l'algorithme K-means à cette matrice. Ces 

deux approches sont semi-supervisés. 

La plupart des méthodes de partitionnement mentionnées ci-dessus tentent de comprendre les 

points de données à classifier sous un angle local et statique. Une fois qu'un groupe de paramètres 

est donné, un résultat de partitionnement unique et fixe sera obtenu. Cependant, il est difficile voire 

impossible de définir automatiquement les paramètres appropriés pour ces algorithmes de 
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partitionnement. Dans ce cas, la plupart des algorithmes existants ne parviendront pas à obtenir 

tous les résultats souhaités. 

Dans ce chapitre, nous développons une nouvelle méthode de partitionnement déterministe, 

non supervisée et non paramétrique en tenant compte des propriétés d’association tout en 

introduisant des nouvelles définitions. En premier lieu, nous décrivons le principe de la méthode 

et les étapes de sa mise en œuvre. Puis nous l’évaluons numériquement sur deux bases de données.  

6.3 Méthode proposée 

Avant de présenter la nouvelle méthode de partitionnement appelée UP-DIA, nous précisons 

d’abord quelques définitions, puis, nous décrivons ses principales étapes en y intégrant sa version 

hiérarchisée. 

6.3.1 Notations et Définitions  

Dans cette sous-section, nous définissons formellement certains termes et précisons les 

notations utilisées. 

Soit 𝑋 = {𝑥1, 𝑥2, … , 𝑥𝑁} l’ensemble de données à partitionner, où chaque objet 𝑥𝑖 est 

caractérisé par un vecteur d’attributs Ai = (a1i, a2i, …, aBi), avec B le nombre d’attributs. 

 

Définition 6.1 : Partition préliminaire 

La partition préliminaire de l’ensemble de données 𝑋 est formée à partir des individus strictement 

identiques. Plus précisément, cela consiste à regrouper automatiquement les individus strictement 

identiques et à remplacer chaque groupe formé dont les objets sont strictement identiques au sens 

de la distance associée à la norme 𝐿1 par un seul exemplaire.  

Définition 6.2 : Association directe 

Soient 𝑥𝑖, 𝑥𝑘 ∈ 𝑋, on dit que 𝑥𝑖 est associé directement à 𝑥𝑘, notée 𝑥𝑖~d𝑥𝑘, si 𝑑(𝑥𝑖, 𝑥𝑘) =

𝑚𝑖𝑛
𝑗,𝑗≠𝑖

{𝑑(𝑥𝑖 , 𝑥𝑗)}.  
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On note 𝐴𝑠𝑠𝑑 la matrice des associations directes, dont les éléments sont 𝑎𝑠𝑠𝑑(𝑥𝑖, 𝑥𝑘). Ces 

éléments mettent en évidence la présence ou l’absence d’un lien direct entre individus. La matrice 

d’association directe est donc définie comme suit :  

𝑎𝑠𝑠𝑑(𝑥𝑖, 𝑥𝑘) = {
1, 𝑠𝑖 𝑥𝑖~d𝑥𝑘

0, 𝑠𝑖𝑛𝑜𝑛      
 (6.1)  

 

La matrice d’association directe n’est pas symétrique, c’à-d. si 𝑥𝑖~d𝑥𝑘 ⇏ 𝑥𝑘~d𝑥𝑖  

L’association directe donne des informations sur les relations locales entre les individus dans un 

espace de représentation. 

Définition 6.3 : Association indirecte  

Soient 𝑥𝑖, 𝑥𝑘 ∈ 𝑋, on dit que 𝑥𝑖 est associé indirectement à 𝑥𝑘, notée 𝑥𝑖~id𝑥𝑘, s’il existe 𝑥𝑗 ∈ 𝑋, 

tel que 𝑥𝑖~d𝑥𝑗 et 𝑥𝑗~d𝑥𝑘. 

On note 𝐴𝑠𝑠𝑖𝑑 la matrice des associations indirectes, dont les éléments sont 𝑎𝑠𝑠𝑖𝑑(𝑥𝑖, 𝑥𝑘). Ceux-ci 

traduisent la présence ou l’absence d’un lien indirect entre un individu et ses associés indirects. La 

matrice d’association indirecte peut être définie comme suit :  

𝑎𝑠𝑠𝑖𝑑(𝑥𝑖, 𝑥𝑘) = {
1, 𝑠𝑖 𝑥𝑖~d𝑥𝑗𝑒𝑡𝑥𝑗~d𝑥𝑘

0, 𝑠𝑖𝑛𝑜𝑛                       
 (6.2)  

 

Propriété d’associativité : La relation d’association indirecte est non symétrique et transitive. 

Alors, la matrice d’association indirecte n’est pas symétrique. 

Preuve.  

Transitivité : Il faut démontrer que si  𝑥𝑖~id𝑥𝑗  et 𝑥𝑗~id𝑥𝑘 alors 𝑥𝑖~id𝑥𝑘. 

𝑥𝑖~id𝑥𝑗 ⇒ ∃ 𝑥𝑙 ∈ 𝑋, tel que 𝑥𝑖~d𝑥𝑙 et 𝑥𝑙~d𝑥𝑗 . 

𝑥𝑗~id𝑥𝑘 ⇒ ∃ 𝑥𝑚 ∈ 𝑋, tel que 𝑥𝑗~d𝑥𝑚 et 𝑥𝑚~d𝑥𝑘.  

Comme 𝑥𝑙~d𝑥𝑗  et 𝑥𝑗~d𝑥𝑚, alors 𝑥𝑙~id𝑥𝑚.𝑥𝑖~d𝑥𝑙~id𝑥𝑚~d𝑥𝑘 ⇒ 𝑥𝑖~id𝑥𝑘. 

■ 
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Définition 6.4 : Classe principale  

Une classe 𝐶𝑖
𝑝 est une classe principale si elle est formée à partir des associations directes, 

autrement dit, chacun de ses éléments a au moins une association directe. Dans ce cas   

𝐶𝑖
𝑝 = {𝑥𝑗 ∈ 𝑋 ∶  𝑥𝑖~𝑑𝑥𝑗  } (6.3)  

 

Ces classes sont les plus évidentes, parce qu’elles représentent les liens directs entre les individus. 

Définition 6.5 :  Classe secondaire 

Une classe 𝐶𝑖
𝑠 est une classe secondaire si elle est formée à partir des associations indirectes, c’est-

à-dire :  

𝐶𝑖
𝑠 = {𝑥𝑗 ∈ 𝑋 ∶  𝑥𝑖~𝑖𝑑𝑥𝑗  } (6.4)  

 

Autrement, si 𝐶𝑖
𝑝
 et 𝐶𝑗

𝑝
 sont deux classes principales tel que 𝑥𝑖 ∈ 𝐶𝑖

𝑝
, 𝑥𝑗 ∈ 𝐶𝑗

𝑝
 et il existe 𝑥𝑘 ∈ 𝐶𝑖

𝑝 ∩

𝐶𝑗
𝑝
 alors la classe secondaire est définie par :  

𝐶𝑖
𝑠 = 𝐶𝑖

𝑝 ∪ 𝐶𝑗
𝑝

 (6.5)  

Définition 6.6 : Partition finale  

La partition finale est formée à partir des classes finales qui sont construites à partir des matrices 

d’associations indirectes, si 𝑎𝑠𝑠𝑖𝑑(𝑥𝑖, 𝑥𝑘) = 1 et 𝑎𝑠𝑠𝑖𝑑(𝑥𝑖 , 𝑥𝑗) = 1, alors 𝑥𝑖 , 𝑥𝑗 , 𝑥𝑘 appartiennent à 

la même classe. Autrement, la partition finale est l’union des classes secondaires. Formellement,  

𝑃𝑓 = {𝐶1, 𝐶2, … , 𝐶𝑖, … , 𝐶𝑁𝑐
} (6.6)  

 

où 𝐶𝑖 = 𝐶𝑘
𝑠 ∪ 𝐶𝑗

𝑠| ∃ 𝑥𝑙 ∈ 𝐶𝑘
𝑠 ∩ 𝐶𝑗

𝑠 

Définition 6.7 : Degrés d’association directe et indirecte d’un individu 



157 

 

 Le degré d’association directe d’un individu 𝑥𝑖, noté deg𝑑(𝑥𝑖) est le nombre d’individus 

associés directement à l’individu 𝑥𝑖 : 

 

deg𝑑(𝑥𝑖) = |{𝑥𝑗 ∶  𝑥𝑖~d𝑥𝑗  }| = ∑𝑎𝑠𝑠𝑑(𝑥𝑗 , 𝑥𝑖)

𝑁

𝑗=1

 (6.7)  

 

 Le degré d’association indirecte d’un individu 𝑥𝑖, noté deg𝑖𝑑(𝑥𝑖) est le nombre d’individus 

associés indirectement à l’individu 𝑥𝑖 : 

 

deg𝑖𝑑(𝑥𝑖) = |{𝑥𝑗 ∶  𝑥𝑖~id𝑥𝑗  }| = ∑𝑎𝑠𝑠𝑖𝑑(𝑥𝑗 , 𝑥𝑖)

𝑁

𝑗=1

 (6.8)  

 

Définition 6.8 : Centre d’une classe 

Le centre de la classe 𝐶𝑖, noté 𝐶𝑖, est le vecteur moyen de chaque attribut caractérisant les individus 

de la classe 𝐶𝑖, avec : 

𝐶𝑖 =
1

𝑁𝑐𝑖

∑𝑥𝑗

𝑁𝑐𝑖

𝑗=1

 (6.9)  

 

où 𝑁𝑐𝑖
 est le nombre d’individus dans la classe 𝐶𝑖. 

Définition 6.9: Exemplaire d’une classe  

 L’exemplaire de la classe 𝐶𝑖 est l’individu qui possède le degré direct maximal : 

 

𝐸(𝐶𝑖) = max
𝑘

{deg𝑑(𝑥𝑘) ∶ 𝑥𝑘 ∈ 𝐶𝑖 } (6.10)  
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 Si ∀𝑥𝑗 , 𝑥𝑘 ∈ 𝐶𝑖 possèdent le même degré d’association directe maximal, deg𝑑(𝑥𝑗) =

deg𝑑(𝑥𝑘), alors l’exemplaire de la classe 𝐶𝑖 est l’individu qui possède le degré indirect 

maximal : 

𝐸(𝐶𝑖) = max
𝑘

{deg𝑖𝑑(𝑥𝑘) ∶ 𝑥𝑘 ∈ 𝐶𝑖  } (6.11)  

 

 Si ∀𝑥𝑗 , 𝑥𝑘 ∈ 𝐶𝑖 possèdent le même degré d’association indirecte maximal, deg𝑖𝑑(𝑥𝑗) =

deg𝑖𝑑(𝑥𝑘), alors l’individu le plus proche du centre de la classe 𝐶𝑖 sera choisi comme 

exemplaire. Formellement, si deg𝑖𝑑(𝑥𝑗) = deg𝑖𝑑(𝑥𝑘), alors : 

 

𝐸(𝐶𝑖) = min{𝑑(𝑥𝑗 , 𝐺𝑖), 𝑑(𝑥𝑘, 𝐺𝑖)} (6.12)  

 

6.3.2 Approche hiérarchique et non supervsée par association directe et indirecte  

Dans cette section nous décrivons les étapes de la méthode proposée qui sont : l’algorithme 

UP-DIA, la formation de la première partition et le partitionnement hiérarchique.   

6.3.2.1 Algorithme de partitionnement par associations directe et indirecte (UP-DIA)  

Tout d’abord, une partition préliminaire est formée pour réduire la taille de la matrice de 

similarité. Cela consiste à regrouper automatiquement les individus strictement identiques et à 

remplacer chaque groupe formé par un seul exemplaire. Le critère d’agrégation utilisé est la 

distance associée à la norme 𝐿1. Soit 𝑋0 le nouvel ensemble de données de taille 𝑁0 avec 𝑁0 < 𝑁.     

Durant la première itération, l’algorithme commence à calculer pour chaque individu 𝑥𝑖 toutes 

ces associations directes suivant l’équation (6.1), c’est-à-dire en cherchant la distance minimale sur 

chaque ligne de la matrice de similarité 𝑆0 calculée sur l’ensemble 𝑋0, pour former les classes 

principales, 𝐶𝑘
𝑝
, 𝑘 ∈ {1,2, … ,𝑁1}, où 𝑁1 est le nombre de classes préliminaires formées suivant 

l’équation (6.3).  

Lors de la deuxième itération, les classes secondaires sont formées à partir des associations 

indirectes suivant l’équation (6.2). Ces classes sont formées par les classes principales, c’est-à-dire 

s’il existe des individus communs entres les classes principales, ces classes seront agrégées. 
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Formellement, s’il existe 𝑥𝑘 ∈ 𝐶𝑖
𝑝 ∩ 𝐶𝑗

𝑝
, alors 𝐶𝑖

𝑠 = 𝐶𝑖
𝑝 ∪ 𝐶𝑗

𝑝
. A ce stade la partition finale est 

formée à partir d’agrégation des classes secondaires s’il existe des objets communs entre elles. 

L’exemplaire de chaque classe formée de la partition finale est cherché à partir des degrés 

directes et indirectes de chaque individu. Si deux ou plusieurs individus sont en conflit pour 

représenter une classe, c’est-à-dire possédant le même degré maximal, alors l’exemplaire entre eux 

est l’individu qui est le plus proche du centre de la classe 𝐶𝑘.  

Formellement, s’il existe 𝑥𝑖, 𝑥𝑗 ∈ 𝐶𝑘, tel que 𝑑𝑒𝑔(𝑥𝑖) = deg(𝑥𝑗), alors 𝐸(𝐶𝑘) =

𝑚𝑖𝑛{𝑑1(𝑥𝑖, 𝐶𝑘), 𝑑1(𝑥𝑗 , 𝐶𝑘)} .   

Les étapes de UP-DIA sont présentés dans l’Algorithme 6.1. 

Algorithme 6.1. UP-DIA 

 

Entrée : Tableau de données (𝑁 objets × 𝐵 attributs) représentant l’ensemble des individus à 

partitionner  

 

1. Former un nouvel ensemble de données 𝑋0 de taille 𝑁0 (𝑁0 < 𝑁), composé d'individus non 

dupliqués et exemplaires des individus dupliqués 

2. Calculer la matrice de similarité 𝑆0 de taille 𝑁0 × 𝑁0 

𝑠0(𝑥𝑖, 𝑥𝑘) = −𝑑1(𝑥𝑖, 𝑥𝑘), où 𝑑1 est la distance associée au norme 𝐿1 

3. Calculer l’association directe suivant l’équation (6.1) 

4. Calculer l’association indirecte suivant l’équation (6.2) 

5. Former les classes principales suivant l’équation (6.3) 

6. Former les classes secondaires suivant l’équation (6.4) 

7. Rechercher la partition finale 𝑃𝑓 suivant l’équation (6.6) 

8. Calculer les degrés d’association directe et indirecte de chaque individu suivant les 

équations (6.7) et (6.8) respectivement 

9. Calculer les centres des classes 𝐶𝑖 de la partition finale 𝑃𝑓 suivant l’équation (6.9) 

10. Rechercher l’exemplaire de chaque classe de la partition finale suivant les équations (6.10), 

(6.11) et (6.12) 

 

Sortie : Partition 𝑃 de 𝑁𝑐 classes et exemplaire de chaque classe 𝐶𝑖  
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6.3.2.2 Algorithme de partitionnement hiérarchique pour les ensembles de données de grande 

taille (HUP-DIA) 

Afin de pouvoir appliquer la méthode HUP-DIA proposée à des ensembles de données de 

grande taille, telles que des images aériennes hyperspectrales, nous utilisons ici la même approche 

de la méthode HUP-OAP, mais cette fois ci en appliquant la méthode UP-DIA.  

Cette opération consiste tout d'abord à subdiviser l'image en blocs puis à appliquer la méthode 

UP-DIA à chaque bloc, puis fusionner les classes obtenues sur chaque bloc par ré-application de 

UP-DIA.   

Pour obtenir la partition finale de l'image originale, la méthode UP-DIA n'est donc appliquée 

qu'aux exemplaires des classes identifiées dans les différents blocs. Pour l’obtention d’un 

partitionnement hiérarchique, la procédure est identique à celle utilisée dans l’Algorithme 4.3 (cf. 

page 80). 

6.4 Evaluation numérique 

Dans cette section, nous évaluons la méthode proposée HUP-DIA sur les mêmes images 

hyperspectrales synthétique et réelle déjà utilisées dans le chapitre 4 et comparons ses 

performances à celles des méthodes semi-supervisées et non supervisées déjà évaluées dans la 

Section 4.2.  A savoir, les 2 méthodes proposées HUP-AOP et HUP-OAPM-RSM et les cinq autres 

algorithmes semi-supervisés et non supervisés de l’état de l’art.  

Pour les méthodes semi-supervisées, le nombre de classes est celui de la VT fournie avec les 

données. Le paramètre de fuzzification pour FCM, S-OFCM et U-OFCM est fixé à 2. Pour l’AP 

originale, le paramètre de préférence est fixé à la valeur minimale (𝑝𝑚𝑖𝑛) puis à la valeur médiane 

(𝑝𝑚𝑒𝑑)  de la matrice de similarité et le facteur d’amortissement 𝜆 est fixé à 0.9.  

La métrique utilisée pour le calcul de la matrice de similarité est la distance euclidienne pour 

les méthodes de l’état de l’art et la distance 𝑑1 associée au norme 𝐿1 pour les méthodes proposées. 

6.4.1 Partitionnement de l’image synthétique  

La Figure 37 montre le résultat du partitionnement optimal (critère 𝐿𝑁 : 0.26) de l’image 

présentée dans la Figure 6 obtenu au niveau 2 par la méthode HUP-DIA proposée, où le nombre 

estimé de classes est de 9. Pour cette évaluation, l'ensemble de 100 caractéristiques correspondant 

à la signature spectrale de chaque pixel est considéré et l'image est divisée en 16 blocs, où la taille 
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de chaque bloc est de 15×15 pixels, pour couvrir l'ensemble de l'image. Le CCR obtenu par la 

méthode proposée est de 100%. 

Le Tableau 36 donne les performances des trois méthodes non supervisées et des trois 

méthodes semi-supervisées en calculant quatre critères : CCR (%), CCR-SCVT (%), temps CPU 

(s) et espace mémoire (Mb). 

Ces résultats montrent que la méthode développée donne les meilleurs résultats selon les deux 

critères CCR et le temps CPU, en plus de son avantage non supervisé. Nous pouvons également 

noter que les méthodes semi-supervisées FCM et K-means donnent globalement les résultats les 

moins intéressants selon le critère CCR. De plus, leurs résultats ne sont pas stables d’une exécution 

à l'autre, malgré l'introduction du nombre de classes. Le  

Tableau 37 montre les performances de trois méthodes développées suivant le temps de calcul 

et l’espace mémoire. Nous remarquons que la méthode HUP-DIA nécessite moins d’espace 

mémoire et de temps CPU. 

 

 

Figure 37. Résultats de partitionnement par HUP-DIA de l’image hyperspectrale synthétique de 

la Figure 6 (nombre de classes 9, LN = 0.26). 

Tableau 36. Comparaison des performances des méthodes de partitionnement sur l’image 

hyperspectrale synthétique de la Figure 6. 

Méthodes 

Non supervisées Semi-supervisées 

HUP-ADI 
AP 

U-OFCM  S-OFCM       FCM (*) K-means (*) 
𝑝𝑚𝑒𝑑 𝑝𝑚𝑖𝑛 

Nombre de classes 9 13 9 6 9 9 9 

CCR (%) 100 83.17 94.94 86.14 86.55 83.07 72.03 

CCR-SCVT (%) 100 97.83 98.38 86.14 93.71 84.80 86.85 

Temps CPU (s) 0.59 61.88 72.01 35.63 4.46 64.73 52.82 

Espace Mémoire (MB) 4.47 296.93      296.93  3.82 3.17  2.99  2.75  
(*) Taux moyen de 5 CCR. 
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Tableau 37. Comparaison de trois méthodes de partitionnement développées sur l’image 

hyperspectrale synthétique de la Figure 6. 

Méthodes CCR (%) Nombre de blocs Temps CPU (s) Espace Mémoire (Mb) 

HUP-OAP  

100 
16 (15×15 pixels) 

3.73  23.19  

HUP-OAPM-

RSM 
1.99 9.76 

HUP-DIA 0.59  4.47  

 

6.4.2 Partitionnement de l’image réelle de grande taille 

Pour partitionner cette image hyperspectrale (630 × 1800 pixels), elle a été divisée d'abord en 

5040 blocs d'une taille de 15 × 15 pixels chacun. La taille de la matrice de similarité pour la 

formation de la première partition en ne prenant en compte que les exemplaires des classes formées 

dans les différents blocs sont de 19 445 × 19 445 contre 1 134 000 × 1 134 000 pour l'image 

originale.  Le Tableau 38 donne le nombre estimé de classes par la méthode HUP-DIA pour chaque 

niveau de partitionnement et la valeur du critère d'optimisation LN pour chaque partition. La Figure 

38 montre le résultat de partitionnement optimal de l’image hyperspectrale de la Figure 12 (a) 

obtenu au niveau 6 en maximisant le critère LN. Pour cette partition, le nombre estimé de classes 

est de 4. Ce partitionnement a nécessité au total 442.87 seconde de temps CPU. La Figure 39 

montre la signature spectrale moyenne de chaque classe formée. En vérifiant les positions des 23 

points des trois classes de la VT au sein des classes formées, le taux d'identification est de 100%. 

Les pixels des classes de la partition optimale peuvent donc être également utilisés comme 

échantillons d'apprentissage. En plus de la partition optimale, les autres partitions peuvent être 

exploitées pour contribuer à une analyse plus fine des données en fonction des besoins des 

utilisateurs.  

Le taux de couverture des algues dans cette image correspond à 48.5% (28.63% pour les algues 

brunes et 19.87% pour les algues vertes) comme indiqué dans le Tableau 39. 

La méthode développée non supervisée donne de meilleurs résultats par rapport aux méthodes 

de l’état de l’art appliquées sur l'image originale (voir Tableau 40). Le Tableau 41 montre les 

performances de trois méthodes développées en termes de temps CPU et l’espace mémoire. Nous 

remarquons d’après ce tableau que la méthode HUP-DIA a besoin le moins de temps CPU et 

d’espace mémoire par rapport à HUP-OAP et HUP-OAPM-RSM. 
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Tableau 38. Nombre estimé de classes par la méthode HUP-DIA de l’image hyperspectrale 

réelle de la Figure 12 et la valeur du critère d'optimisation LN pour chaque partition. 

Niveau  Nombre estimé de classes  Valeur du critère LN 

1 2596 0.016 

2 630 0.044 

3 148 0.049 

4 44 0.055 

5 13 0.120 

6 4 0.160 

7 2 0.140 

8 1 0.100 
 

 

 

 

 Algues vertes 

 Algues brunes 

 Substrat 

 Eau 

 

Figure 38. Résultat de partitionnement optimal par la méthode HUP-DIA de l’image 

hypersepctrale réelle de la Figure 12 (4 classes, LN = 0.16 au niveau 6). 

  
(a) Classe Algues vertes (b) Classe Algues brunes 

  
(c) Classe Substrat (d) Classe Eau 

Figure 39. Signature spectrale moyenne ± écart-type de chaque classe obtenue par HAUP-DIA 

(partition optimale : niveau 6, 4 classes) sur l’image hypersepctrale réelle de la Figure 12. 
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Tableau 39. Taux de couverture de chaque classe obtenue au niveau 6 par HUP-DIA sur l’image 

hypersepctrale réelle de la Figure 12. 

Classes Nombre de pixels Taux de couverture (%) 

Algues vertes 225 366 19.87 

Algues Brunes 324 645 28.63 

Substrat 251 232 22.15 

Eau 332 757 29.35 

 

Tableau 40. Performance de la méthode développée HUP-DIA, U-OFCM, S-OFCM, FCM et K-

means sur l’image hypersepctrale réelle de la Figure 12. 

Méthodes Nombre de classes CCR (%) 

HUP-DIA 4 (estimé) 100 

U-OFCM 4 (estimé) 86.85 

S-OFCM 4 (fixé) 91.30 

FCM (*) 4 (fixé) 95.65  

K-means (*) 4 (fixé) 95.65  
(*) Taux moyen de 5 CCR. 

Tableau 41. Comparaison des performances des méthodes développées sur l’image 

hypersepctrale réelle de la Figure 12. 

Méthodes CCR (%) Nombre de blocs Temps CPU (s) Espace Mémoire (Mb) 

HUP-OAP  

100 
5040  

(15×15 pixels) 

3126.51 9472.8 

HUP-OAPM-RSM  1430.16 5913.5 

HUP-DIA 442.87 4847.9 

 

6.5 Discussion  

Dans ce chapitre, une méthode de partitionnement hiérarchique, non paramétrique et non 

supervisée adaptée aux ensembles de données de grands taille, tels que l'imagerie aérienne 

hyperspectrale est proposée. Cette méthode utilise les associations directes et indirectes entre les 

individus pour former des classes. L'idée principale présentée ici est la localisation de points 

similaires et leur regroupement suivant leurs associations directes et indirectes.   

Le résultat du partitionnement est fait sur la seule base de l'image observée sans aucune 

connaissance a priori. Pour sélectionner la meilleure partition, la méthode hiérarchique (HUP-

DIA) est appliquée uniquement sur les exemplaires des classes obtenues pour chaque niveau 

hiérarchique. L'introduction de la procédure de découpage en blocs contribue efficacement à 
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partitionner les images de grande taille et peut être appliquée de manière parallèle. Cependant, nous 

notons que les résultats sont légèrement sensibles au choix de la taille des blocs mais avec des 

résultats cohérents. 

Les évaluations de la méthode développée sur de données synthétique et une image 

hyperspectrale réelle de grande taille montrent que les résultats sont pertinents. Cela prouve qu'il 

peut être généralisé et donc appliqué objectivement à un large éventail d'applications sans aucune 

intervention de l'utilisateur.   
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Chapitre 7 : Application des méthodes développées à  trois domaines : 

l’environnement,  la reconnaissance faciale avec expressions et la 

médecine  

7.1 Introduction  

Dans ce chapitre, nous étudions et comparons les performances des approches développées sur 

plusieurs bases de données de types différentes pour prouver leur caractère général et leur 

application à un large éventail de problèmes sans l’intervention de l’utilisateur. Trois domaines 

applicatifs différent sont utilisés : environnement, reconnaissance faciale avec expressions et 

médecine.  

Pour le domaine environnemental, deux bases de données sont utilisées qui sont une image 

hyperspectrale synthétique de petite taille et une image hyperspectrale réelle de grande taille. Le 

but de cette application est la détection des plantes invasives. Pour la reconnaissance de visages et 

l’identification des expressions faciales trois bases de données bien connus sont utilisées : JAFFE, 

YALE et ORL. Finalement, pour le domaine médical deux bases de données sont utilisées : IRM 

et Mélanomes.  

Nous rappelons que pour l’ensemble des évaluations sur les données environnementales, la 

métrique utilisée pour les méthodes développées est 𝑑1 (distance associée au norme 𝐿1). Pour les 

bases de données d’identification faciales et médicales, les travaux antérieurs [140], [141] 

utilisaient les caractéristiques SIFT [142] pour l'appariement d'images et l'apprentissage par 

catégories (voir Annexe 1). Chaque caractéristique est décrite par un vecteur 128D. Nous suivons 

la procédure décrite par Lowe pour compter le nombre de correspondances de caractéristiques 

significatives en comparant l'image 𝑥𝑖 avec l'image 𝑥𝑘 (notée 𝐶𝑁(𝑥𝑖, 𝑥𝑘)) : pour chaque 

caractéristique locale de l'image 𝑥𝑖, les caractéristiques les plus proches et les secondes les plus 

proches sont recherchées dans l'image 𝑥𝑘. La correspondance est considérée comme significative 

si le rapport de distance entre le plus proche et le deuxième plus proche voisin est supérieur à un 

seuil 𝜁 choisi entre 0.5 et 1. Ensuite, la matrice de similarité est définie comme étant le nombre de 

correspondances significatives normalisées par la soustraction de moyennes sur les deux 

dimensions [140] : 



167 

 

𝑠(𝑥𝑖, 𝑥𝑘) = 𝐶𝑁(𝑥𝑖 , 𝑥𝑘) −
1

𝑁
∑𝐶𝑁(𝑥𝑖, 𝑥𝑗) −

1

𝑁
∑𝐶𝑁(𝑥𝑗 , 𝑥𝑘)

𝑁

𝑗=1

𝑁

𝑗=1

 (7.1) 

 

Ce chapitre est structuré en trois sections. La Section 7.2 porte sur l’application des trois 

méthodes de partitionnement développées sur le domaine environnemental. La Section 7.3 présente 

l’application sur la reconnaissance faciale avec expressions. En fin, la Section 7.4 présente 

l’application sur le domaine médical.   

7.2 Application à l’environnement-Détection de plantes invasives 

Cette application  concerne l’identification  de  plantes invasives  et  non-invasives  d’une  

zone  de  la  région  de  Murcia  (sud  est  de  l’Espagne).  La disponibilité  de  relevés  sur  cette  

zone  nous  a  permis  de  valider et de comparer les approches  non  supervisées développées dans 

le cadre de cette thèse. 

Deux images hyperspectrales sont utilisées pour montrer les performances des méthodes 

développées. La première est une image synthétique de petite taille et la seconde est une image 

réelle de grande taille où le but est la détéction des plantes invasives. Les résultats sont comparés 

suivant 4 critères : CCR, CCR-SCVT lorsque les classes d’une VT sont subdivisées, le temps CPU 

et l’espace mémoire.   

7.2.1 Application à une image hyperspectrale synthétique  

L’image utilisée dans ces évaluations est l’image présentée dans la Figure 2 de la Partie I, qui 

est formée de 5 classes principale : Rivière, Pinus halepensis, Pêchers, Arundo donax et Bâtiments. 

La Figure 40 synthétise les résultats optimaux obtenus par HUP-OAP, HUP-OAPM-RSM et 

HUP-DIA.  Nous remarquons que le nombre estimé de classes est de 6, 6 et 7 obtenu au niveau 2 

par HUP-OAP et au niveau 4 par HUP-OAPM-RSM et HUP-DIA respectivement. Les trois 

méthodes développées divisent la classe de la VT ‘’Pêchers’’ en plusieurs sous-classes. Pour 

vérifier et valider cette division, nous montrons dans la Figure 41, les signatures spectrales 

moyennes des sous-classes obtenues par les trois méthodes. Cette figure montre que les signatures 

spectrales moyennes des classes obtenues sont distinctes et que grâce à la nature non supervisée 

des méthodes proposées qu'il est possible de mettre objectivement en évidence la richesse des 

informations fournies par l'imagerie hyperspectrale dans le proche infrarouge (NIR) par rapport à 
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celles fournies uniquement dans le domaine visible. Le CCR obtenu par les méthodes proposées 

est de 88.45%, 90.84% et 87.36% respectivement si on tient compte de la non précision de la VT 

originale. Ces taux peuvent être corrigé à 100% si l'on considère l'homogénéité des sous-classes de 

Pêchers formées comme le montre la Figure 41.    

Ces résultats montrent que la méthode développée HUP-DIA donne les meilleurs résultats 

selon deux critères (temps CPU et espace mémoire). D'autre part, HUP-OAP nécessite plus 

d'espace mémoire et de temps de calcul en raison des matrices de responsabilité et de disponibilité 

calculées sur l’image complète. 

Méthodes HUP-OAP HUP-OAPM-RSM HUP-DIA 

Images Partitionnées 

   
Niveau/ Nombre estimé 

de classes  
2 / 6 4 / 6 4 / 7 

CCR (%)  88.45 90.84 87.36 

CCR-SCVT (%) 100 100 100 

Temps CPU (s) 88.17 4.61 1.54 

Espace Mémoire (MB) 384.50 36.44 36.33 
 

Figure 40. Performances des méthodes développées sur l'image hyperspectrale synthétique de la 

Figure 2. 

HUP-OAP HUP-OAPM-RSM HUP-DIA 

   

Figure 41. Signatures spectrales moyennes de la classe Pêchers subdivisée en sous-classes par les 

trois méthodes proposées de l'image hyperspectrale synthétique de la Figure 2. 
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7.2.2 Application à une image réelle hyperspectrale  

7.2.2.1 Présentation de la base de données 

L’image utilisée est une zone de l’image hyperspectrale Cieza-Région de Murcia, Espagne- 

(8075×9748 pixels) qui contient le maximum de données de la VT. La taille de la zone choisie est 

de 1000×1000 pixels. Six classes sont présentes dans cette zone dont trois correspondent à des 

plantes invasives (Phragmites australis, Tamarix et Arundo donax), comme illustré sur la Figure 

42. Le Tableau 42 donne les détails des classes de la VT et la Figure 43 montre les signatures 

spectrales moyennes ± écart types de ces classes.  

  

Zone de l’image hyperspectrale  

(Bandes visualisés : 25, 17, 8)  
Masques des classes de la VT 

 

Zones de l’image hyperspectrale correspondant aux masques 

Figure 42. Image hyperspectrale Cieza acquise par le capteur AISA Eagle et zones d’intérêt à 

partitionner. 
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Tableau 42. Détails des classes de la VT de l’image hyperspectrale réelle de la Figure 42. 

Labels Classes  Nombre de pixels 

 1 Pinus halepensis  274 

 2 Pêchers  3115   

 3 Arundo donax  4305 

 4 Phragmites australis  556 

 5 Tamarix  162 

 6 Ulmus minor  795 

Nombre de pixels total 9207 

 

  

 Phragmites australis  Ulmus minor  Pinus halepensis 

   
 Arundo donax  Tamarix  Pêchers 

   
Figure 43. Signatures spectrales moyennes ± écart types des 6 classes de la VT de l’image 

hyperspectrale réelle de la Figure 42. 

7.2.2.2 Résultats de partitionnement 

Pour évaluer les trois méthodes, HUP-OAP, HUP-OAPM-RSM et HUP-DIA, nous divisons 

cette image en 2500 blocs chacun de taille 20×20 pixels. 
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7.2.2.2.1 Résultats obtenus par HUP-OAP 

La Figure 44 montre le résultat de partitionnement hiérarchique obtenu par HUP-OAP. La 

première colonne donne le résultat de partitionnement sur l’image compléte et la deuxième colonne 

montre le résultat correspondant seulement aux zones d’intêrets. La partition optimale maximisant 

le critère LN est obtenue au niveau 3 où le nombre estimé de classes est de 10. Le CCR obtenu par 

la méthode proposée est de 73.22%. Ce taux peut être corrigé à 100%, si l'on considère que les 

nouvelles classes formées correspondant uniquement à des subdivisons des classes de la VT 

(Phragmites australis, Ulmus minor, Arundo donax et Pêchers) comme le montre le Tableau 43 et 

la Figure 45.  

Image Partitionnée Zones d’intêret  

Niveau 1 

 

𝑁𝑐= 336, LN = 0.29 

 

𝑁𝑐= 99, LN = 0.39 

Niveau 2 

 

𝑁𝑐= 84, LN = 0.32 

 

𝑁𝑐= 34, LN = 0.44 
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Niveau 3 

 

𝑵𝒄= 16, LN = 0.75 

 

𝑵𝒄= 10, LN = 0.65  

Niveau 4 

 

𝑁𝑐= 4, LN = 0.68 

 

𝑁𝑐= 1, LN = 0.65 

Figure 44. Résultat de partitionnement hiérarchique par niveau obtenu par la méthode HUP-OAP 

sur l’image complète de la Figure 42 et les zones d’intérêt, 𝑁𝑐 : nombre estimé de classes, LN : 

valeur du critère d'optimisation.  

Tableau 43. Matrice de confusion correspondant à la partition optimale de l’image 

hyperspectrale réelle de la Figure 42 obtenue par HUP-OAP au niveau 3, où le nombre estimé de 

classes est 10.  

  Classes obtenues par HUP-OAP 

              

C
la

ss
es

 d
e 

la
 V

T
 

 Phragmites australis 403 0 0 0 0 0 153 0 0 0 

 Ulmus minor 0 443 0 0 0 0 0 352 0 0 

 Pinus halepensis 0 0 274 0 0 0 0 0 0 0 

 Arundo donax 0 0 0 3217 0 0 0 0 1088 0 

 Tamarix 0 0 0 0 162 0 0 0 0 0 

 Pêchers 0 0 0 0 0 2243 0 0 0 872 

CCR 73.22% 

CCR-SCVT 100% 
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 Phragmites australis  Ulmus minor 

  
 Arundo donax  Pêchers 

  
Figure 45. Signatures spectrales ± écart type des classes de la VT subdivisées de l’image 

hyperspectrale réelle de la Figure 42. 

 

7.2.2.2.2 Résultats obtenus par HUP-OAPM-RSM 

Le résultat de partitionnement hiérarchqiue obtenu par HUP-OAPM-RSM est présenté dans la 

Figure 46. La première colonne donne le résultat de partitionnement sur l’image compléte et la 

deuxième colonne montre le résultat correspondant seulement aux zones d’intêrets. La partition 

optimale maximisant le critère LN est obtenue au niveau 4 où le nombre de classes est estimé à 9. 

Le CCR obtenu par la méthode proposée est de 82.07%. Ce taux peut être aussi corrigé à 100%, 

car les nouvelles classes formées par la méthode correspondent uniquement à des subdivisions des 

classes de la VT comme le montre le Tableau 44 et la Figure 47. Ces subdivisions sont cohérentes 

car elles prennent en considérartion l’information apportée par le capteur hyperspectrale.  
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Image Partitionnée Zones d’intêret 

Niveau 1 

 

𝑁𝑐= 649, LN = 0.24 

 

𝑁𝑐 =173, LN = 0.30 

Niveau 2 

 

𝑁𝑐= 352, LN = 0.28 

 

𝑁𝑐= 116, LN = 0.35 

Niveau 3 

 

𝑁𝑐= 65, LN = 0.44 

 

𝑁𝑐= 33, LN = 0.45 
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Niveau 4 

 

𝑵𝒄= 16, LN = 0.75 

 

𝑵𝒄= 9, LN = 0.66  

Niveau 5 

 

𝑁𝑐= 3, LN = 0.65 

 

𝑁𝑐= 2, LN = 0.63 

Figure 46. Résultat de partitionnement hiérarchique par niveau obtenu par la méthode HUP-

OAPM-RSM sur l’image complète de la Figure 42 et les zones d’intérêt, 𝑁𝑐 :  nombre estimé de 

classes, LN : valeur du critère d'optimisation. 

Tableau 44. Matrice de confusion correspondant à la partition optimale de l’image 

hyperspectrale réelle de la Figure 42 obtenue par HUP-OAPM-RSM au niveau 4, où le nombre 

estimé de classes est 9. 

  Classes obtenues par HUP-OAPM-RSM 

             

C
la

ss
es

 d
e 

la
 V

T
 

 Phragmites australis 415 0 0 0 0 0 141 0 0 

 Ulmus minor 0 453 0 0 0 0 0 342 0 

 Pinus halepensis 0 0 274 0 0 0 0 0 0 

 Arundo donax 0 0 0 3138 0 0 0 0 1167 

 Tamarix 0 0 0 0 162 0 0 0 0 

 Pêchers 0 0 0 0 0 3115 0 0 0 

CCR 82.07% 

CCR-SCVT 100% 
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 Phragmites australis  Ulmus minor 

  
 Arundo donax 

 
Figure 47. Signatures spectrales ± écart type des classes de la VT divisées de l’image 

hyperspectrale réelle de la Figure 42. 

 

7.2.2.2.3 Résultats obtenus par HUP-DIA 

La Figure 48 montre le résultat par niveau du partitionnement hiérérchique obtenu par HUP-

DIA. La deuxième colonne visualise le résultat correspondant seulement aux zones d’intêrets. La 

partition optimale maximisant le critère LN est obtenue au niveau 4 où le nombre estimé de classes 

est 9. Le CCR obtenu par la méthode proposée est de 90.31%. Ce taux peut être également corrigé 

à 100%, si l'on tient compte de la subdivision des classes de la VT comme le montre le Tableau 45 

et la Figure 49. 
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Images Partitionnées Zones d’intêret 

Niveau 1 

 

𝑁𝑐= 1539, LN = 0.18 

 

𝑁𝑐= 239, LN = 0.29 

Niveau 2 

 

𝑁𝑐= 589, LN = 0.26 

 

𝑁𝑐= 94, LN = 0.2 

Niveau 3 

 

𝑁𝑐= 131, LN = 0.30 

 

𝑁𝑐= 36, LN = 0.40 
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Niveau 4 

 

𝑵𝒄= 33, LN = 0.69 

 

𝑵𝒄= 9, LN = 0.67 

Niveau 5 

 

𝑁𝑐= 7, LN = 0.66 

 

𝑁𝑐= 1, LN = 0.65 

Figure 48. Résultat de partitionnement hiérarchique par niveau obtenu par la méthode HUP-DIA 

sur l’image complète de la Figure 42 et les zones d’intérêt, 𝑁𝑐  : nombre estimé de classes, LN : 

valeur du critère d'optimisation. 

 

Tableau 45. Matrice de confusion correspondant à la partition optimale de l’image 

hyperspectrale réelle de la Figure 42 obtenue par HUP-DIA au niveau 4, où le nombre estimé de 

classes est 9. 

  Classes obtenues par HUP-DIA 

             

C
la

ss
es

 d
e 

la
 V

T
 

 Phragmites australis 355 0 0 0 0 0 201 0 0 

 Ulmus minor 0 740 0 0 0 0 0 55 0 

 Pinus halepensis 0 0 274 0 0 0 0 0 0 

 Arundo donax 0 0 0 3669 0 0 0 0 636 

 Tamarix 0 0 0 0 162 0 0 0 0 

 Pêchers 0 0 0 0 0 3115 0 0 0 

CCR 90.31% 

CCR-SCVT 100% 
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 Phragmites australis  Ulmus minor 

  
 Arundo donax 

 
Figure 49. Signatures spectrales ± écart type des classes de la VT divisées de l’image 

hyperspectrale réelle de la Figure 42. 

Le Tableau 46 donne les performances des trois méthodes développées HUP-OAP, HUP-

OAPM-RSM et HUP-DIA. Ce tableau montre que la méthode HUP-DIA nécessite moins de temps 

de calcul et d’espace mémoire.  

Tableau 46. Synthèse des performances des trois méthodes développées pour le partitionnement 

de l’image hyperspectrale réelle de la Figure 42. 

Méthodes 
Nombre 

de blocs 
(Niveau, 𝑁𝑐) 

CCR 

(%) 

CCR-SCVT 

(%) 

Temps 

CPU (s) 

Espace 

Mémoire (Mb) 

HUP-OAP 
2500 ou 

(20×20 

pixels) 

(3, 10) 73.22 

100 

3 426.70 9210.9 

HUP-OAPM-

RSM 
(4, 9) 82.07 1 172.11 2351.8 

HUP-DIA (5, 9) 90.31 444.78 2327.01 
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7.3 Application à la reconnaissance faciale avec expressions 

Pour cette évaluation, nous avons utilisées trois bases de données des visages bien connus : 

JAFFE [143], YALE [144] et ORL [145]. 

Pour cette base de données, les paramètres pour l’extraction des caractéristiques SIFT sont 

fixés comme suit :  

- Nombre d’octaves = 3 

- Nombre d’échelles = 3 

- Facteur d'échelle (𝜎) = 0.5 

- Seuil 𝜁 = 0.6 pour JAFFE 

7.3.1 Application à la base de données JAFFE 

La base de données JAFFE contient 213 images de 7 expressions faciales posées par 10 

femmes japonaises (cf. Annexe 2). Les sept expressions faciales comprennent six expressions 

faciales de base, à savoir : bonheur, tristesse, surprise, colère, dégoût, peur et une expression neutre. 

Ces expressions sont notées comme le montre le Tableau 47. 

L’objectif du partitionnement est d’identifier et de regrouper pour chaque femme ces sept 

expressions faciales chacune dans une classe. 

Le nombre total de classes est alors de 70 et il existe trois à quatre représentants par personne 

pour chaque expression.  

Tableau 47. Les 7 expressions faciales de JAFFE. 

Expressions 
bonheur tristesse surprise colère dégoût peur neutre 

HA SA SU AN DI FE NE 

 

7.3.1.1 Résultats de partitionnement par HUP-OAP 

L’application de HUP-OAP sur cette base de données donne les résultats résumés dans le 

Tableau 48. La partition optimale qui maximise le critère LN est obtenue au niveau 1, où 68 classes 

sont obtenues au lieu de 70 supposées être des vraies classes. Il n’y a pas de confusion entre les 

visages des femmes, ce qui représente un CCR de 100%, contre 98.6% donné dans [59] par la 

méthode MEAP. Le Tableau 49 montre la matrice de confusion et le CCR des expressions faciales 

des résultats obtenus par l’approche proposée. Le CCR moyen des expressions faciales est de 
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95.35% si on considère que le classement des expressions de référence (VT) fourni est correct. Par 

contre, si on considère à la fois la ressemblance visuelle et la similitude des attributs extraits comme 

le montre la Figure 50, le CCR moyen des expressions faciales peut-être corrigé à 100%. En fait, 

ces exemples montrent que la partition de la base de données d'origine est probablement erronée, 

car l'expression du visage marquée comme « triste » (SA) ressemble plus à une expression 

« bonheur ». Ce qui pose le problème de la subjectivité de l'analyse lors de la construction de ces 

échantillons d’apprentissage [33]. 

 

Tableau 48. Partitionnement des données JAFFE par HUP-OAP : nombre estimé de classes (𝑁𝑐), 

valeur de LN et temps CPU par partition. 

(Niveau, 𝑁𝑐) (1, 68) (2, 22) (3, 5) 

LN 0.25 0.13 0.07 

Temps CPU (s) 0.31 0.34 0.341 
 

 

Tableau 49. Matrice de confusion et CCR par HUP-OAP sur la base de données JAFFE au 

niveau 1. 

KA(23) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 3 0 0 0 0 0 0 

FE 0 0 4 0 0 0 0 

HA 0 0 0 4 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 86.96% 
  

KL(22) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 4 0 0 0 0 0 

FE 0 1 2 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 94.45% 
  

KM(22) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 2 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 4 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 4 0 

SU 0 0 0 0 0 0 3 

 100% 
  

KR(20) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 2 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 1 0 2 0 

SU 0 0 0 0 0 0 3 

 95% 
  
 

MK(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

 

NA(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 
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NM(20) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 2 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 2 1 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 95% 
 

TM(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 3 0 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 85.71% 

  
 

UY(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

 

YM(22) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 1 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 95.45% 

95.35% 

 

   

 

  
HA1 HA2 SA3  SA1 SA2 

KR/C24-HA  KR/C24-SA 
Vraie classe de SA3 

Classe formée par HUP-OAP 
 

Figure 50. Classe obtenue par la méthode HUP-OAP avec confusion entre les expressions HA et 

SA3 de la femme KR. 

7.3.1.2 Résultats de partitionnement par HUP-OAPM-RSM 

L’application de HUP-OAPM-RSM sur cette base de données donne les résultats résumés dans 

le Tableau 50. La partition optimale qui maximise le critère LN est obtenue au niveau 1. Le nombre 

de classes est estimé à 68 au lieu de 70 supposé être le véritable nombre de classes. Il n’y a pas de 

confusion entre les visages des femmes, ce qui représente un CCR de 100%. Le Tableau 51 montre 

la matrice de confusion et le CCR des expressions faciales des résultats obtenus par l’approche 

proposée. Le CCR moyen des expressions faciales est de 95.81% si on considère que le classement 

des expressions fournies comme référence. Par contre, si on considère à la fois la ressemblance 

visuelle et la similitude des attributs extraits comme le montre la Figure 51, le CCR moyen des 

expressions faciales peut être considéré comme 100%. Cet exemple montre comme précédemment 

dit, que la partition de la base de données d'origine est probablement erronée, car les expressions 

du visage marquées comme « Colère » (AN) et « Dégout » (DI) se ressemblent fortement.   
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Tableau 50. Partitionnement des données JAFFE par HUP-OAPM-RSM : nombre estimé de 

classes (𝑁𝑐), valeur de LN et temps CPU par partition. 

(Niveau, 𝑁𝑐) (1, 68) (2, 25) (3, 6) 

LN 0.26 0.14 0.08 

Temps CPU (s) 0.30 0.33 0.331 
 

Tableau 51. Matrice de confusion et CCR par HUP-OAPM-RSM sur la base de données JAFFE 

au niveau 1. 

KA(23) AN DI FE HA NE SA SU 

        

AN 3 0 0 0 0 0 0 

DI 3 0 0 0 0 0 0 

FE 0 0 4 0 0 0 0 

HA 0 0 0 4 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 86.96% 
 

 

KL(22) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 4 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

  

KM(22) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 2 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 4 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 4 0 

SU 0 0 0 0 0 0 3 

 100% 
  

KR(20) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 2 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 1 0 2 0 

SU 0 0 0 0 0 0 3 

 95% 
  
 

MK(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

 

NA(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

  
 

NM(20) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 2 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 2 1 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 95% 
 

TM(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 3 0 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 85.71% 
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UY(21) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

 

YM(22) AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 1 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 95.45% 

95.81% 

 

      
AN1 AN2 AN3 DI1 DI2 DI3 

KA/C1-AN KA/C1-DI  

Figure 51. Classe obtenue par la méthode HUP-OAPM-RSM avec confusion entres les 

expressions AN et DI de la femme KA. 

7.3.1.3 Résultats de partitionnement par HUP-DIA 

L’application de HUP-DIA donne les résultats résumés dans le Tableau 52. 68 classes sont 

obtenues au niveau 1 au lieu de 70 supposées être des vraies classes. Le taux de reconnaissance des 

visages est de 100% et celui des expressions est de 96.76%. Le Tableau 53 montre la matrice de 

confusion et le CCR des résultats obtenus par l’approche proposée 

Tableau 52. Partitionnement des données JAFFE par HUP-DIA : nombre estimé de classes (𝑁𝑐), 

valeur de LN et temps CPU par partition. 

(Niveau, 𝑁𝑐) (1, 68) (2, 27) (3, 8) 

LN 0.27 0.15 0.10 

Temps CPU (s) 0.26 0.262 0.2621 
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Tableau 53. Matrice de confusion et CCR par HUP-DIA sur JAFFE au niveau 1. 

KA AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 3 0 0 0 0 0 0 

FE 0 0 4 0 0 0 0 

HA 1 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 82.6% 
  

KL AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 4 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 
  

KM AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 2 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 4 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 4 0 

SU 0 0 0 0 0 0 3 

 100% 
  

KR AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 2 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 1 0 2 0 

SU 0 0 0 0 0 0 3 

 95% 
  
 

MK AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

 

NA AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

  
 

NM AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 2 0 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 90% 
 

TM AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

  
 

UY AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 3 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

 

YM AN DI FE HA NE SA SU 

AN 3 0 0 0 0 0 0 

DI 0 3 0 0 0 0 0 

FE 0 0 4 0 0 0 0 

HA 0 0 0 3 0 0 0 

NE 0 0 0 0 3 0 0 

SA 0 0 0 0 0 3 0 

SU 0 0 0 0 0 0 3 

 100% 

96.76% 

 

7.3.2 Application à la base de données YALE 

La base de données des visages Yale contient 165 images frontales de 15 sujets. Il y a 11 

images par sujet, une pour chacune des expressions ou configurations faciales suivantes : lumière 
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centrale, avec lunettes, heureux, lumière gauche, sans lunettes, normal, lumière droite, triste, 

somnolent, surpris et clin d'œil. Notons que cette base est plus difficile que la base de données 

JAFFE car elle montre de plus grandes variations d'éclairage (éclairage non uniforme). Les 11 

configurations sont résumées dans le Tableau 54.  

Pour cette base de données nous avons étudié l’influence du choix du paramètre 𝜁 lors de la 

construction de la matrice de similarité.  

Tableau 54. Les onze configurations de la base de données YALE. 

Configurations 
lunette 

sans 

lunette 
heureux 

lumière 

centrale 

lumière 

gauche 

lumière 

droite 
triste somnolent surpris 

clin 

d’œil 
normal 

LU SL HE LC LG LD TR SO SU CO NO 

 

7.3.2.1 Résultats de partitionnement par HUP-OAP 

Pour analyser l’influence de seuil 𝜁 lors de la construction de la matrice de similarité, nous 

avons exécuté HUP-OAP en faisant varier le paramètre de similitude 𝜁 de 0.5 à 1 avec un pas de 

0.1. Les valeurs de CCR et de LN rapportées en fonction de 𝜁 représentées dans le Tableau 55, 

montrent que sur l'ensemble de données Yale, la valeur de 𝜁 la plus appropriée est 1 où la méthode 

HUP-OAP proposée a généré les meilleurs résultats avec un CCR de 96.96%.  

La Figure 52 montre une classe obtenue par HUP-OAP au niveau 1 où il y a une confusion 

entre les individus de différentes classes et la Figure 53 montre les individus de la vraie classe de 

l’individu (1) et le nombre de correspondance entre l’individu (1) avec tous les autres pour vérifier 

l’origine de cette confusion. Nous remarquons que le nombre de correspondance est maximal entre 

l’individu (1) et (4) et aussi entre les individus de la classe formée par HUP-OAP à laquelle il est 

agrégé. C’est pour cette raison, il n’a pas été regroupé avec les individus de sa vraie classe. De plus 

d’après la Figure 54 qui représente la correspondance entre l’individu (1) et trois autres individus 

(2-9-15), nous constatons que juste le fond est détecté et pas les expressions des individus, ce qui 

confirme que les caractéristiques détectées ne sont pas discriminantes et sont donc la source du 

mauvais partitionnement. 
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Tableau 55. Résultats d'estimation du nombre de classes (𝑁𝑐) sur les données YALE, le CCR-

SCVT et l’indice LN obtenus par HUP-OAP au niveau 1 en fonction de 𝜁. 

 

 

 

 

 

 

     
(1) (2) (3) (4) (5) 

 
23 28 29 23 

Figure 52. Exemple d'une classe obtenue par HUP-OAP avec ζ = 1 : confusion des individus (1), 

(2) et (3) des classes C3, C4 et C8 avec ceux des individus (4) et (5) de la classe C15 et nombre de 

mises en correspondance. 

 
(1) 

          
(6) (7) (8) (9) (10) (11) (12) (13) (14) (15) 
13 12 15 15 16 16 14 15 10 7 

Figure 53. La vraie classe d’appartenance de l'individu (1) d’après les données de la VT et 

nombre de correspondances 

   
(1)-(2) (1)-(15) (1)-(9) 

Figure 54. Exemple de mises en correspondance entre l’individu (1) et les individus (2), (15) et 

(9). 

7.3.2.2 Résultats de partitionnement par HUP-OAPM-RSM et HUP-DIA 

Comme le résultat optimal par HUP-OAP est obtenu pour 𝜁 = 1, alors pour l’application de 

HUP-OAPM-RSM et HUP-DIA nous fixons 𝜁 à 1. Les partitions optimales obtenues par HUP-

OAPM-RSM et HUP-DIA correspondent au niveau 1 où le nombre de classes est estimé à 36 et à 

35 respectivement. Pour les deux méthodes le CCR-SCVT correspondant est de 97.58%. Les 

mêmes remarques faites avant sur les résultats obtenus par HUP-OAP peuvent être faites sur ces 2 

méthodes.  

𝜁 
HUP-OAP 

𝑁𝑐 CCR-SCVT  (%) LN 

1 36 96.96 0.39 

0.9 35 92.68 0.35 

0.8 40 91.52 0.36 

0.7 38 90.91 0.24 

0.6 37 89.70 0.22 

0.5 40 87.88 0.20 
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7.3.3 Application à la base de données ORL 

Cette base de données de visages a été créée au laboratoire AT&T. Elle contient 40 personnes 

de sexe différent. Les images sont de taille 112×92 pixels. 10 vues différentes de chaque sujet ont 

été collectées. Ces vues présentent différentes poses et expressions faciales (expression neutre, 

sourire et yeux fermés) et des occlusions partielles par des lunettes, sous des conditions de 

luminosité variables.  

L’objectif ici est de regrouper les 40 personnes dans 40 classes différentes où chaque classe 

contient l’ensemble des 10 individus indépendamment de la vue.  

7.3.3.1 Résultats de partitionnement par HUP-OAP  

Comme pour le partitionnement de la base YALE, le Tableau 56 montre les CCR-SCVT 

obtenus par HUP-OAP en fonction de la valeur de 𝜁. Les valeurs de CCR-SCVT et LN montrent 

que sur l'ensemble de données ORL, la valeur de 𝜁 la plus appropriée est 1 donnant un CCR de 

99.25%.  

La Figure 55 montre une classe obtenue par HUP-OAP au niveau 1 où il y a une confusion 

entre les individus des différentes classes (marquées par la couleur jaune) et la Figure 56 montre 

les individus de la vraie classe de l’individu (79) et le nombre de correspondances entre l’individu 

(79) avec tous les autres, pour vérifier l’origine de cette confusion. Nous remarquons que le nombre 

de correspondance est maximal entre l’individu (79) et (98) et aussi entre les individus de la classe 

formée par HUP-OAP à laquelle il est agrégé. C’est pour cette raison, il n’a pas été regroupé avec 

les individus de sa vraie classe. 

Tableau 56. Résultats d'estimation du nombre de classes (𝑁𝑐) de la base ORL par HUP-OAP en 

fonction de 𝜁 : le CCR-SCVT et l’indice LN. 

 

 

 

 

 

𝜁 
HUP-OAP 

𝑁𝑐 CCR-SCVT  (%) LN 

1 117 98.75 0.43 

0.9 125 98.25 0.40 

0.8 126 98 0.38 

0.7 131 97.75 0.37 

0.6 122 97.5 0.32 

0.5 121 96.25 0.34 
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(79) 

          
(91) (92) (93) (94) (95) (96) (97) (98) (99) (100) 

8 7 10 6 9 7 11 10 12 6 

Figure 55. Exemple d'un individu (79) mal classé par HUP-OAP et nombre de correspondances.  

 

(79) 

         
(71) (72) (73) (74) (75) (76) (77) (78) (80) 

2 5 4 6 3 5 2 3 2 

Figure 56. La vraie classe d’appartenance de l’individu (79) et nombre de correspondances. 

7.3.3.2 Résultats de partitionnement par HUP-OAPM-RSM et HUP-DIA 

Etant donné que la partition optimale est obtenue par HUP-OAP pour 𝜁 = 1, alors pour 

l’application de HUP-OAPM-RSM et HUP-DIA nous fixons 𝜁 à 1. Les partitions optimales par 

HUP-OAPM-RSM et HUP-DIA sont obtenues au niveau 1 où le nombre de classes est estimé à 

116 et à 122 respectivement. Le CCR-SCVT est de 99.25% et 99.50% respectivement. Les 

remarques faites sur les résultats obtenus par HUP-OAP sont pratiquement identiques à celles de 

ces 2 méthodes.  

Pour résumer toutes les évaluations effectuées sur les données d’expressions faciales, nous 

présentons dans le Tableau 57, les performances des méthodes HUP-OAP, HUP-OAPM-RSM et 

HUP-DIA. Ce tableau montre que la méthode HUP-DIA est la plus rapide, a le moins besoin 

d’espace mémoire et donne des CCR légèrement supérieurs en se référant aux données des VT.  

Tableau 57. Performances des trois méthodes développées pour la reconnaissance faciale avec 

expressions. 

Bases de données Critères HUP-OAP HUP-OAPM-RSM HUP-DIA 

JAFFE 

𝑁𝑐 68 68 68 

CCR (%) 95.31 95.77 96.24 

Temps CPU (s) 0.31 0.30 0.26 

Espace Mémoire (Mb) 1.17 1.15 1.14 

 

YALE 

𝑁𝑐 36 36 35 

CCR-SCVT (%) 96.96 97.58 97.58 

Temps CPU (s) 0.46 0.45 0.24 

Espace Mémoire (Mb) 0.64 0.64 0.63 

 

ORL 

𝑁𝑐 117 116 122 

CCR-SCVT (%) 98.75 99.25 99.5 

Temps CPU (s) 0.69 0.68 0.52 

Espace Mémoire (Mb) 3.92 3.91 3.90 
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7.4 Applications médicales  

Pour cette évaluation, nous avons utilisées deux bases de données médicales qui sont : images 

IRM et images mélanomes, qui sont présentés dans l’Annexe 3.  

Pour ces bases de données, les paramètres pour l’extraction des caractéristiques SIFT sont 

fixés comme suit :  

- Nombre d’octaves = 4 

- Nombre d’échelles = 5 

- Facteur d'échelle (𝜎) = 0.5 

- Seuil 𝜁 = 1 

7.4.1 Application à la détection de tumeur cérébrale par IRM 

Cette base de données contient 394 images du cerveau contenant 4 classes qui sont : 

glioma_tumor, Meningiorma_tumor, No_tumor et Pituitary_tumor, où chaque classe contient au 

moins 5 sous classes.  

Deux expérimentations ont été faites : la première est l’application de HUP-OAP, HUP-

OAPM-RSM et HUP-DIA sur les images originales directement et la deuxième en éliminant le 

crâne. Les résultats obtenus par les trois méthodes sont résumés dans le Tableau 58, le Tableau 59 

et le Tableau 60 respectivement. Ces résultats montrent que le critère LN est optimale au niveau 1 

avec ou sans la présence du crâne où le nombre de classes est estimé à 35, 37 et 40 respectivement 

avec crâne et à 62, 64 et 66 sans crâne respectivement. Nous remarquons qu’en éliminant le crâne 

les résultats sont meilleurs qu’avec crâne pour les trois méthodes développées.  

Tableau 58. Résultats de partitionnement par HUP-OAP pour la détection de tumeur cérébrale 

par IRM. 

Niveau 
Avec crâne Sans crâne 

CCR-SCVT (%) LN 𝑁𝑐  CCR-SCVT (%) LN 𝑁𝑐  

1 92.85 0.33 35 96.36 0.36 62 

2 91.64 0.31 10 95.62 0.34 15 

3 61.89 0.19 3 89.34 0.27 5 
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Tableau 59. Résultats de partitionnement par HUP-OAPM-RSM pour la détection de tumeur 

cérébrale par IRM. 

Niveau 
Avec crâne Sans crâne 

CCR-SCVT (%) LN 𝑁𝑐  CCR-SCVT (%) LN 𝑁𝑐  

1 93.15  0.34 37 97.21 0.37 64 

2 92.60 0.32 13 96.10 0.35 18 

3 78.12 0.25 7 86.29 0.30 8 

4 63.20 0.20 5 81.21 0.29 6 

 

Tableau 60. Résultats de partitionnement par HUP-DIA pour détection de tumeur cérébrale par 

IRM. 

Niveau 
Avec crâne Sans crâne 

CCR (%) LN 𝑁𝑐  CCR (%) LN 𝑁𝑐  

1 91.37  0.36 40 97.46 0.39 66 

2 88.83 0.29 15 96.70 0.36 18 

3 76.11 0.24 6 93.40 0.30 6 

 

7.4.2 Application à la détection de mélanomes  

Une base de données d’images de lésions a été sélectionnée. Elle est composée d’images de la 

base de données de l’ISIC [146], sélectionnées par diagnostique (nævi sains ou mélanomes 

malins), où les lésions sont totalement présentes. Le nombre d’images sélectionné est 98, dont 48 

images correspondent aux mélanomes malins et 50 images correspondent aux nævus sains.   

Le Tableau 61 montre les résultats obtenus par les méthodes développées par niveau de 

partition. Nous ne pouvons pas calculer le CCR sur cette base de données car les détails de la VT 

ne sont pas fournis.  

Tableau 61. Résultats par niveau de partitionnements des trois méthodes développées pour la 

détection de mélanomes. 

Niveau 
HUP-OAP HUP-OAPM-RSM HUP-DIA 

𝑁𝑐 LN 𝑁𝑐 LN 𝑁𝑐 LN 

1  19 0.07 21 0.09 22 0.10 

2 5 0.05 10 0.08 6 0.07 

3 2 0.03 7 0.06 2 0.04 

4 - - 2 0.03 1 0.01 
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7.5 Discussion 

Les trois approches non supervisées et hiérarchiques développées ont été appliquées et 

évaluées sur trois domaines applicatifs différents (environnement, reconnaissance faciale avec 

expressions et médecine). Les résultats obtenus montrent la robustesse, la pertinence et le caractère 

général de ces trois méthodes développées. La méthode HUP-DIA est la plus rapide et nécessite 

moins d’espace mémoire, en deuxième position vient la méthode HUP-OAPM-RSM puis la 

méthode HUP-OAP.  
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Conclusion générale  
 

Dans cette thèse, nous avons proposé trois approches de partitionnement de données 

hiérarchiques et une méthode automatique de sélection des échantillons d’apprentissage.   

Les méthodes de partitionnement développées sont hiérarchiques, non supervisées et non 

paramétriques applicable sur des données de grande taille. Ces méthodes présentes neuf avantages 

principaux qui peuvent être objectivement énumérés : 1) aucune connaissance a priori n'est requise, 

notamment la non-introduction d'échantillons d'apprentissage, pour donner à l'utilisateur la 

possibilité de détecter et de localiser des classes connues et de nouvelles classes dites "classes de 

découverte" ; 2) stabilité des résultats grâce à leur caractère déterministe ; 3) la sélection de 

l'exemplaire de chaque classe et l'affectation d'un pixel (ou d'un individu) à une classe se font de 

manière très élaborée selon des critères d'optimisation ; 4) temps de calcul très faible avec le 

traitement par blocs, contrairement aux méthodes comparées ; 5) applicable aux données ou images 

quelle que soit leur taille avec la possibilité de paralléliser le partitionnement des blocs ; 6) 

possibilité d'élaborer plusieurs partitions hiérarchiques en indiquant la plus pertinente selon un 

critère objectif ; 7) possibilité de sélectionner objectivement les échantillons des classes dans un 

système d'apprentissage afin de pouvoir les détecter par la suite ; 8) possibilité de valider et de 

corriger les échantillons d’apprentissage et enfin, 9) applicable à plusieurs domaines sans 

contraintes d'apprentissage.  

Les approches développées ont été évaluées sur trois domaines applicatifs différents 

(environnement, reconnaissance faciale avec expressions et médecine). Ces évaluations montrent 

que les résultats sont pertinents sans aucune intervention de l'utilisateur final. Les taux de 

classification correcte (CCR) obtenus par les méthodes proposées sont meilleurs que ceux des 

méthodes semi-supervisées comme le S-OFCM, le K-means et le FCM. Elles surpassent également 

les méthodes non supervisées comparées telles que U-OFCM et la méthode AP originale. Les 

différentes évaluations ont montré également que la méthode HUP-DIA donne un résultat de 

partitionnement plus fin avec un nombre estimé de classes supérieur à ceux de la méthode HUP-

OAP et de la méthode HUP-OAPM-RSM. Elle est aussi plus performante suivant les critères temps 

de calcul et espace mémoire, suivie par la méthode HUP-OAPM-RSM.   
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Quant à la méthode de sélection des échantillons d’apprentissage proposée, elle permet de 

fournir une solution au problème de la non-disponibilité des échantillons d'apprentissage, que le 

nombre de classes soit connu ou non. Elle permet également de valider et de corriger les vérités de 

terrain biaisées ou simplifiées existantes lorsqu'elles sont disponibles. Tout d’abord, le 

partitionnement hiérarchique et non supervisé est appliqué sur les données disponibles, puis trois 

alternatives sont proposées pour la sélection des échantillons d'apprentissage, basées sur la 

moyenne et l'écart-type des distances entre les objets d'une classe et leur exemplaire. L’introduction 

d’un partitionnement non supervisé et non paramétrique comme une étape préliminaire pour les 

méthodes supervisées contribue fortement à l’amélioration de leurs performances. 

Les évaluations de la méthode de sélection des échantillons d’apprentissage proposée sur trois 

bases de données illustrent la pertinence des ensembles d'apprentissage créés. En effet, l'application 

de trois algorithmes supervisés (SVM, KNN et ANN) en introduisant des ensembles 

d'apprentissage sélectionnés de manière non supervisée montre que les performances de ces 

méthodes sont meilleures qu'en utilisant des échantillons sélectionnés de manière aléatoire. 

L'architecture des méthodes développées permet l'exécution parallèle des différentes étapes, 

réduisant ainsi le temps de calcul. 

Quelques perspectives de ces travaux concernent tout d’abord l’évaluation du temps de calcul 

en parallélisant au maximum le partitionnement des blocs, même si ce temps reste dépendant de la 

puissance de calcul disponible de chaque machine. Ensuite, une étape de validation finale est à 

mener sur d’autres bases de données accompagnées de la VT, sans reproche, en nombre significatif.  
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Annexes 

 

Annexe 1 Transformation de caractéristiques visuelles invariante à 

l’échelle (SIFT) 

La transformation de caractéristiques visuelles invariante à l'échelle [142] est un algorithme 

utilisé pour détecter et identifier les éléments similaires entre différentes images numériques. 

L'étape fondamentale de la méthode consiste à calculer ce que l'on appelle les « descripteurs 

SIFT » des images à étudier. Il s'agit d'informations numériques dérivées de l'analyse locale d'une 

image et qui caractérisent le contenu visuel de cette image de la façon la plus indépendante possible 

de l'échelle (zoom et résolution du capteur), du cadrage, de l'angle d'observation et de l'exposition 

(luminosité). 

 Définition : Caractéristiques d’une image 

Désignent des zones d’intérêt de l’image, qui peuvent correspondre à des contours, des points ou 

des régions d’intérêts. A chaque attribut ou caractéristique détecté, est associé un vecteur, appelé 

descripteur qui décrit la zone concernée. Ces descripteurs doivent :  

 se retrouver dans les images représentant la même scène malgré les différences 

géométriques et photométriques ; 

 être suffisamment unique et non-ambiguë au sein d’une image ; 

 correspondre à une zone suffisamment petite décrite selon son voisinage seulement. 

La méthode proposée comprend deux parties :   

1) Détection : création de l’espace des échelles, calcul de la différence de gaussiennes et 

localisation des points d’intérêt. 

2) Description : assignation d’orientation et création des descripteurs. 

 

 

 

 



196 

 

 Détection  

La première étape de l'algorithme est la détection des points d’intérêt, dits points-clés. Un point-

clé (𝑥, 𝑦 et 𝜎) est défini d'une part, par ses coordonnées sur l'image (𝑥, 𝑦), et d'autre part, par son 

facteur d'échelle caractéristique (𝜎). Il s'agit d'une zone d’intérêt circulaire, le rayon de la zone 

étant proportionnel au facteur d'échelle.  

 Création de l’espace d’échelle  

Cela consiste à flouter l’image 𝐼𝑚 et à réduire sa taille plusieurs fois. Le flou est créé en appliquant 

un filtre gaussien de variance 𝜎, notée 𝐺, qui va estomper les détails de l’image de rayon inférieur 

à 𝜎. Soit : 

𝐿(𝑥, 𝑦, 𝜎) = 𝐺(𝑥, 𝑦, 𝜎) ∗ 𝐼𝑚(𝑥, 𝑦) 

avec * l’opérateur de convolution. 

 Calcul de la différence de gaussiennes (DoG) 

La détection des objets de dimension approximativement égale à 𝜎 se fait en étudiant l'image 

appelée différence de gaussiennes définie comme suit : 

𝐷(𝑥, 𝑦, 𝜎) = 𝐿(𝑥, 𝑦, 𝑘𝜎) − 𝐿(𝑥, 𝑦, 𝜎) 

où 𝑘 est un paramètre fixe de l'algorithme qui dépend de la finesse de la discrétisation de l'espace 

des échelles voulue. 

Dans cette image seuls les objets observables dans des facteurs d'échelle qui varient entre 𝜎 et 

𝑘𝜎 sont préservés. 

 Localisation des points d’intérêt 

Les points d’intérêt font partie des extrema locaux de l’ensemble des DoG. De ce fait, un point-clé 

candidat (𝑥, 𝑦, 𝜎) est défini comme un point où un extremum du DoG est atteint par rapport à ses 

voisins immédiats. Pour les trouver, chaque pixel est comparé à ses 8 voisins, mais également à ses 

9 voisins dans les DoG au-dessus et en dessous.  
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L'étape de détection d’extremums produit en général un grand nombre de points-clés candidats, 

dont certains sont instables. De ce fait, des traitements supplémentaires sont appliqués, pour un 

objectif double : d'une part, reconverger la position des points pour améliorer la précision sur 𝑥, 𝑦 

et 𝜎 ; d'autre part, éliminer les points de faible contraste ou situés sur des arêtes de contour à faible 

courbure et donc susceptibles de « glisser » facilement. 

o Amélioration de la précision par interpolation des coordonnées 

Cette interpolation s'obtient par un développement de Taylor à l'ordre 2 de la fonction 

DoG, 𝐷(𝑥, 𝑦, 𝜎), en prenant comme origine les coordonnées du point-clé candidat. Ce 

développement s'écrit comme suit :  

𝐷(x) = 𝐷 +
𝜕𝐷𝑇

𝜕x
x +

1

2
x𝑇 𝜕2𝐷

𝜕x2 x 

où 𝐷 et ses dérivées sont évaluées au point-clé candidat  x = (𝑥, 𝑦, 𝜎)𝑇. Les dérivées sont estimées 

par différences finies à partir des points voisins connus de façon exacte. La position précise de 

l'extremum x̂ est déterminée en résolvant l'équation annulant la dérivée de cette fonction par rapport 

à x ; on trouve ainsi :  

x̂ =
𝜕2𝐷−1

𝜕x2

𝜕𝐷

𝜕x
 

Un x̂ supérieur à 0.5 dans l'une des trois dimensions signifie que le point considéré est plus proche 

d'un des voisins dans l'espace des échelles discret. Dans ce cas, le point-clé candidat est mis à jour 

et l'interpolation est réalisée à partir des nouvelles coordonnées. Sinon, le delta est ajouté au point 

candidat initial qui gagne ainsi en précision.  

o Élimination des points-clés de faible contraste 

La valeur de 𝐷(x) aux coordonnées précises x̂ du point-clé peut être calculée à partir du 

développement de Taylor de cette fonction et constitue donc un extremum local. Un seuillage 

absolu sur cette valeur permet d'éliminer les points instables, à faible contraste. 

o Élimination des points situés sur les arêtes 
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Les points situés sur les arêtes (ou contours) doivent être éliminés car la fonction DoG y prend des 

valeurs élevées, ce qui peut donner naissance à des extremums locaux instables, très sensibles au 

bruit. 

Un point candidat à éliminer, si l'on considère les deux directions principales à sa position, est 

caractérisé par le fait que sa courbure principale le long du contour sur lequel il est positionné est 

très élevée par rapport à sa courbure dans la direction orthogonale.  

La courbure principale est représentée par les valeurs propres de la matrice Hessienne MH : 

𝑀𝐻 = [
𝐷𝑥𝑥 𝐷𝑥𝑦

𝐷𝑥𝑦 𝐷𝑦𝑦
] 

Les dérivées doivent être évaluées aux coordonnées du point d'intérêt (𝑥, 𝑦, 𝜎) dans l'espace des 

échelles. Les valeurs propres de MH sont proportionnelles aux courbures principales de 𝐷, dont 

seul le rapport 𝜌 est intéressant. La trace de MH représente la somme de ces valeurs, le déterminant 

son produit. Par conséquent, en adoptant un seuil 𝑟𝑡ℎ sur le ratio des courbures (𝑟𝑡ℎ =10), un point-

clé candidat va être retenu, si : 

𝑡𝑟(𝑀𝐻)2

det (𝑀𝐻)
=

(𝜌 + 1)2

𝜌
<

(𝑟𝑡ℎ + 1)2

𝑟𝑡ℎ
 

Lorsque ce critère n'est pas vérifié, le point est considéré comme localisé le long d'une arête et il 

est par conséquent rejeté. 

 Description  

 Assignation d’orientation 

L'étape d'assignation d’orientation consiste à attribuer à chaque point-clé une ou plusieurs 

orientations déterminées localement sur l'image à partir de la direction des gradients dans un 

voisinage autour du point. Cette étape est essentielle pour garantir l'invariance de ceux-ci à la 

rotation.  

Pour un point-clé donné (𝑥0, 𝑦0, 𝜎0), le calcul s'effectue sur 𝐿(𝑥, 𝑦, 𝜎0), à savoir le gradient de la 

pyramide dont le paramètre est le plus proche du facteur d'échelle du point. De cette façon, le calcul 

est également invariant à l'échelle. À chaque position dans un voisinage du point-clé, on estime le 
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gradient par différences finies symétriques, puis sa norme ou son amplitude 𝑎𝑚(𝑥, 𝑦) et son 

orientation 𝜃(𝑥, 𝑦) : 

𝑎𝑚(𝑥, 𝑦) = √(𝐿(𝑥 + 1, 𝑦) − 𝐿(𝑥 − 1, 𝑦))
2
+ (𝐿(𝑥, 𝑦 + 1) − 𝐿(𝑥, 𝑦 − 1))

2
 

𝜃(𝑥, 𝑦) = tan−1 (
𝐿(𝑥, 𝑦 + 1) − 𝐿(𝑥, 𝑦 − 1)

𝐿(𝑥 + 1, 𝑦) − 𝐿(𝑥 − 1, 𝑦)
) 

Un histogramme des orientations sur le voisinage est réalisé avec 36 intervalles, couvrant chacun 

10 degrés d'angle. Chaque voisin est doublement pondéré dans le calcul de l'histogramme, d'une 

part, par son amplitude 𝑎𝑚(𝑥, 𝑦); d'autre part, par une fenêtre circulaire gaussienne de paramètre 

égal à 1.5 fois le facteur d'échelle 𝜎0 du point-clé. Les pics dans cet histogramme correspondent 

aux orientations dominantes. À l'issue de cette étape, un point-clé est donc défini par quatre 

paramètres (𝑥, 𝑦, 𝜎, 𝜃). 

 Descripteur de point-clé 

L’étape de calcul des vecteurs descripteurs traduit numériquement les points-clés définis.  

Autour d’un point-clé, on commence par modifier le système de coordonnées local pour garantir 

l'invariance à la rotation, en utilisant une rotation d'angle égal à l'orientation du point-clé, mais de 

sens opposé. On considère ensuite, toujours autour du point-clé, une région de 16 × 16 pixels, 

subdivisée en 4 × 4 zones de 4 × 4 pixels chacune. Sur chaque zone est calculé un histogramme 

des orientations comportant 8 intervalles. En chaque point de la zone, l'orientation et l'amplitude 

du gradient sont calculés comme précédemment. L'orientation détermine l'intervalle à incrémenter 

dans l'histogramme, ce qui se fait avec une double pondération – par l'amplitude et par une fenêtre 

gaussienne centrée sur le point-clé, de paramètre égal à 1.5 fois le facteur d'échelle du point-clé. 

Ensuite, les 16 histogrammes à 8 intervalles chacun sont concaténés et normalisés. Dans le but de 

diminuer la sensibilité du descripteur aux changements de luminosité, les valeurs sont plafonnées 

à 0.2 et l'histogramme est de nouveau normalisé, pour finalement fournir le descripteur SIFT du 

point-clé, de dimension 128. 

 



200 

 

Annexe 2 Bases de données expressions faciales   

 2.1 Base de données JAFFE  

213 images monochromes : 10 classes de visages de femmes avec 7 expressions différentes. 

KA 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 FE4 HA1 HA2 

           

 

HA3 HA4 NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3  

KL 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 HA1 HA2 HA3 

         

 
  

NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3    

KM 

            
AN1 AN2 AN3 DI1 DI3 FE1 FE2 FE3 HA1 HA2 HA3 HA4 

          

  

NE1 NE2 NE3 SA1 SA2 SA3 SA5 SU1 SU2 SU3   

KR 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 HA1 HA2 NE1 

        

    

NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3     

MK 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 HA1 HA2 HA3 

         

   

NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3    

NA 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 HA1 HA2 HA3 

         

   

NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3    

NM 

            
AN1 AN2 AN3 DI1 DI3 FE1 FE2 FE3 HA1 HA2 HA3 NE1 

        

    

NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3     
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TM 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 HA1 HA2 HA3 

         

   

NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3    

UY 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 HA1 HA2 HA3 

         

   

NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3    

YM 

            
AN1 AN2 AN3 DI1 DI2 DI3 FE1 FE2 FE3 FE4 HA1 HA2 

          

  

HA3 NE1 NE2 NE3 SA1 SA2 SA3 SU1 SU2 SU3   

 

 2.2 Base de données YALE 

165 images monochromes : 15 visages d’hommes différents avec 11 expositions différentes. 

C1            
LC LU HE LD SL NO LG TR SO SU CO 

1 2 3 4 5 6 7 8 9 10 11 

C2            
LC LU HE LD SL NO LG TR SO SU CO 

12 13 14 15 16 17 18 19 20 21 22 

C3            
LC LU HE LD SL NO LG TR SO SU CO 

23 24 25 26 27 28 29 30 31 32 33 

C4            
LC LU HE LD SL NO LG TR SO SU CO 

34 35 36 37 38 39 40 41 42 43 44 

C5            
LC LU HE LD SL NO LG TR SO SU CO 

45 46 47 48 49 50 51 52 53 54 55 

C6            
LC LU HE LD SL NO LG TR SO SU CO 

56 57 58 59 60 61 62 63 64 65 66 
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C7            
LC LU HE LD SL NO LG TR SO SU CO 

67 68 69 70 71 72 73 74 75 76 77 

C8            
LC LU HE LD SL NO LG TR SO SU CO 

78 79 80 81 82 83 84 85 86 87 88 

C9            
LC LU HE LD SL NO LG TR SO SU CO 

89 90 91 92 93 94 95 96 97 98 99 

C10            
LC LU HE LD SL NO LG TR SO SU CO 

100 101 102 103 104 105 106 107 108 109 110 

C11            
LC LU HE LD SL NO LG TR SO SU CO 

111 112 113 114 115 116 117 118 119 120 121 

C12            
LC LU HE LD SL NO LG TR SO SU CO 

122 123 124 125 126 127 128 129 130 131 132 

C13            
LC LU HE LD SL NO LG TR SO SU CO 

133 134 135 136 137 138 139 140 141 142 143 

C14            
LC LU HE LD SL NO LG TR SO SU CO 

144 145 146 147 148 149 150 151 152 153 154 

C15            
LC LU HE LD SL NO LG TR SO SU CO 

155 156 157 158 159 160 161 162 163 164 165 

 

 2.3 Base de données ORL 

400 images monochromes : 40 visages d’hommes ou de femmes avec 10 variantes chacun. 

C1 
          

1.  2.  3.  4.  5.  6.  7.  8.  9.  10.  

 

C2 
          

11.  12.  13.  14.  15.  16.  17.  18.  19.  20.  

C3 
          

21.  22.  23.  24.  25.  26.  27.  28.  29.  30.  
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C4 
          

31.  32.  33.  34.  35.  36.  37.  38.  39.  40.  

 

C5 
          

41.  42.  43.  44.  45.  46.  47.  48.  49.  50.  

C6 
          

51.  52.  53.  54.  55.  56.  57.  58.  59.  60.  

C7 
          

61.  62.  63.  64.  65.  66.  67.  68.  69.  70.  

C8 

 
          

71.  72.  73.  74.  75.  76.  77.  78.  79.  80.  

C9 
          

81.  82.  83.  84.  85.  86.  87.  88.  89.  90.  

C10 
          

91.  92.  93.  94.  95.  96.  97.  98.  99.  100.  

C11 

 
          

101.  102.  103.  104.  105.  106.  107.  108.  109.  110.  

C12 
          

111.  112.  113.  114.  115.  116.  117.  118.  119.  120.  

C13 
          

121.  122.  123.  124.  125.  126.  127.  128.  129.  130.  

C14 

 
          

131.  132.  133.  134.  135.  136.  137.  138.  139.  140.  

C15 
          

141.  142.  143.  144.  145.  146.  147.  148.  149.  150.  

C16 
          

151.  152.  153.  154.  155.  156.  157.  158.  159.  160.  

C17 
          

161.  162.  163.  164.  165.  166.  167.  168.  169.  170.  

C18 
          

171.  172.  173.  174.  175.  176.  177.  178.  179.  180.  

C19 
          

181.  182.  183.  184.  185.  186.  187.  188.  189.  190.  

C20 
          

191.  192.  193.  194.  195.  196.  197.  198.  199.  200.  
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C21 
          

201.  202.  203.  204.  205.  206.  207.  208.  209.  210.  

C22 
          

211.  212.  213.  214.  215.  216.  217.  218.  219.  220.  

C23 
          

221.  222.  223.  224.  225.  226.  227.  228.  229.  230.  

C24 
          

231.  232.  233.  234.  235.  236.  237.  238.  239.  240.  

C25 
          

241.  242.  243.  244.  245.  246.  247.  248.  249.  250.  

C26 
          

251.  252.  253.  254.  255.  256.  257.  258.  259.  260.  

C27 
          

261.  262.  263.  264.  265.  266.  267.  268.  269.  270.  

C28 
          

271.  272.  273.  274.  275.  276.  277.  278.  279.  280.  

C29 
          

281.  282.  283.  284.  285.  286.  287.  288.  289.  290.  

C30 
          

291.  292.  293.  294.  295.  296.  297.  298.  299.  300.  

C31 
          

301.  302.  303.  304.  305.  306.  307.  308.  309.  310.  

C32 
          

311.  312.  313.  314.  315.  316.  317.  318.  319.  320.  

C33 
          

321.  322.  323.  324.  325.  326.  327.  328.  329.  330.  

C34 
          

331.  332.  333.  334.  335.  336.  337.  338.  339.  340.  

C35 
          

341.  342.  343.  344.  345.  346.  347.  348.  349.  350.  

C36 
          

351.  352.  353.  354.  355.  356.  357.  358.  359.  360.  

C37 
          

361.  362.  363.  364.  365.  366.  367.  368.  369.  370.  
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C38 
          

371.  372.  373.  374.  375.  376.  377.  378.  379.  380.  

C39 
          

381.  382.  383.  384.  385.  386.  387.  388.  389.  390.  

C40 
          

391.  392.  393.  394.  395.  396.  397.  398.  399.  400.  
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Annexe 3 Bases de données médicales  

3.1 Base de données IRM du cerveau 

394 images répertoriées en 4 classes : Glioma_tumor, Meningiorma_tumor, No_tumor et 

Pituitary_tumor. 

Glioma_tumor 

          
1.  2.  3.  4.  5.  6.  7.  8.  9.  10.  

          
11.  12.  13.  14.  15.  16.  17.  18.  19.  20.  

          
21.  22.  23.  24.  25.  26.  27.  28.  29.  30.  

          
31.  32.  33.  34.  35.  36.  37.  38.  39.  40.  

          
41.  42.  43.  44.  45.  46.  47.  48.  49.  50.  

          
51.  52.  53.  54.  55.  56.  57.  58.  59.  60.  

          
61.  62.  63.  64.  65.  66.  67.  68.  69.  70.  

          
71.  72.  73.  74.  75.  76.  77.  78.  79.  80.  

          
81.  82.  83.  84.  85.  86.  87.  88.  89.  90.  

          

91.  92.  93.  94.  95.  96.  97.  98.  99.  100.  

Meningiorma_tumor 

          
101.  102.  103.  104.  105.  106.  107.  108.  109.  110.  

          
111.  112.  113.  114.  115.  116.  117.  118.  119.  120.  
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121.  122.  123.  124.  125.  126.  127.  128.  129.  130.  

          
131.  132.  133.  134.  135.  136.  137.  138.  139.  140.  

          
141.  142.  143.  144.  145.  146.  147.  148.  149.  150.  

          
151.  152.  153.  154.  155.  156.  157.  158.  159.  160.  

          
161.  162.  163.  164.  165.  166.  167.  168.  169.  170.  

          
171.  172.  173.  174.  175.  176.  177.  178.  179.  180.  

          
181.  182.  183.  184.  185.  186.  187.  188.  189.  190.  

          
191.  192.  193.  194.  195.  196.  197.  198.  199.  200.  

          
201.  202.  203.  204.  205.  206.  207.  208.  209.  210.  

     
211.  212.  213.  214.  215.  

No_tumor 

          
216.  217.  218.  219.  220.  221.  222.  223.  224.  225.  

          
226.  227.  228.  229.  230.  231.  232.  233.  234.  235.  

          
236.  237.  238.  239.  240.  241.  242.  243.  244.  245.  

          
246.  247.  248.  249.  250.  251.  252.  253.  254.  255.  

          
256.  257.  258.  259.  260.  261.  262.  263.  264.  265.  
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266.  267.  268.  269.  270.  271.  272.  273.  274.  275.  

          
276.  277.  278.  279.  280.  281.  282.  283.  284.  285.  

          
286.  287.  288.  289.  290.  291.  292.  293.  294.  295.  

          
296.  297.  298.  299.  300.  301.  302.  303.  304.  305.  

          
306.  307.  308.  309.  310.  311.  312.  313.  314.  315.  

     

316.  317.  318.  319.  320.  

Pituitary_tumor 

          

321.  322.  323.  324.  325.  326.  327.  328.  329.  330.  

          
331.  332.  333.  334.  335.  336.  337.  338.  339.  340.  

          
341.  342.  343.  344.  345.  346.  347.  348.  349.  350.  

          
351.  352.  353.  354.  355.  356.  357.  358.  359.  360.  

          
361.  362.  363.  364.  365.  366.  367.  368.  369.  370.  

          
371.  372.  373.  374.  375.  376.  377.  378.  379.  380.  

          
381.  382.  383.  384.  385.  386.  387.  388.  389.  390.  

    
391.  392.  393.  394.  
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 3.2 Base de données de mélanomes  

98 images RVB répertoriées en 2 classes : mélanome malin et naevus sain. 

Mélanome_malin 

          
1 2 3 4 5 6 7 8 9 10 

          
11 12 13 14 15 16 17 18 19 20 

          
21 22 23 24 25 26 27 28 29 30 

          
31 32 33 34 35 36 37 38 39 40 

        

  

41 42 43 44 45 46 47 48   

Naevus sain 

          
49 50 51 52 53 54 55 56 57 58 

          
59 60 61 62 63 64 65 66 67 68 

          
69 70 71 72 73 74 75 76 77 78 

          
79 80 81 82 83 84 85 86 87 88 

          
89 90 91 92 93 94 95 96 97 98 
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