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I. Résumé & Abstract 

 

Métabolomique du cancer du sein localisé à haut risque de récidive. 

 

Le cancer du sein est une maladie hétérogène avec de multiples sous-types histologiques, 

biologiques et moléculaires. Plusieurs études fondamentales ont mis en évidence 

l’activation de voies métaboliques spécifiques dans les cancers du sein agressifs. L'objectif 

de cette thèse était d'identifier une signature ou des marqueurs du métabolome dans le 

cancer du sein localisé à haut risque de récidive. 

 

Nos premières études se sont basées sur l'inclusion rétrospective de 52 patientes 

atteintes d’un cancer du sein localisé et traitées au Centre Antoine Lacassagne de Nice. 

Nous avons également analysé les biopsies diagnostiques issues d’une cohorte de 49 

patientes traitées par chimiothérapie néo-adjuvante au Centre Georges-François Leclerc 

de Dijon pour un cancer du sein localement avancé. Après extraction, séparation et 

concentration des métabolites, nous avons réalisé un profilage métabolomique par LC-

MS/MS pour identifier et quantifier de manière relative les métabolites, suivi d’analyses 

biologiques et statistiques. 

 

Tout d'abord, nous avons comparé les performances de 5 méthodes de machine learning 

non supervisées (PCA k-means, sparse k-means, spectral clustering, SIMLR et k-sparse) 

pour identifier des groupes de patients atteints de cancer du sein. Cette analyse n’a été 

réalisée que sur la cohorte de Nice. 

 

Les clusters obtenus en utilisant les 5 méthodes de machine learning non supervisées ont 

été comparés dans l’Article 1. Les cinq méthodes ont identifié trois groupes de patients, 

distincts par leur pronostic supposé (groupe 1 favorable, groupe 2 intermédiaire, groupe 

3 défavorable), avec des profils cliniques et biologiques différents. Les méthodes SIMLR 

et K-sparse étaient les plus efficaces en termes de clustering. Les voies métaboliques les 

plus discriminantes étaient la glycolyse, la glutaminolyse et le métabolisme des acides 

aminés. L'analyse de survie simulée « in-silico » (outil PREDICT) a révélé une différence 

significative entre les 3 groupes pour la survie spécifique à 5 ans et à 10 ans.  

 

Dans l’Article 2, les analyses de survie ont été réalisées à partir des données de survie 

réelle des patients. Chaque patient était rattaché à son groupe pronostic comme établi 

précédemment par les 5 méthodes d'apprentissage automatique non supervisées. Les 

groupes 1 et 2 ont été regroupés et comparés au groupe 3. Le suivi médian a été prolongé 

à 85,8 mois. Une optimisation Bootstrap a été appliquée. Les méthodes PCA k-means, K-

sparse et Spectral clustering ont obtenu les meilleurs résultats pour prédire la survie sans 
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progression à 2 ans. La méthode PCA k-means avait les meilleures performances. Les 

analyses CSS et OS ont révélé cependant des discordances entre les 5 méthodes de 

machine learning non supervisées.  

 

Parallèlement, une analyse supervisée comparant les tumeurs de haut grade et celles de 

grade faible/intermédiaire a été réalisée pour déterminer les métabolites entrant en jeu 

dans l'agressivité tumorale (Article 3). La cohorte niçoise a été utilisée comme cohorte 

d’entrainement. La cohorte dijonnaise a permis une validation externe en tant que 

cohorte de validation. La signature métabolomique était composée de 12 métabolites. Les 

AUC pour la cohorte d'entraînement et la cohorte de validation étaient supérieures à 0,88. 

Le modèle pouvait donc distinguer les tumeurs de grade élevé et de grade 

faible/intermédiaire avec une probabilité de près de 90 %. Nous avons identifié plusieurs 

biomarqueurs de l'agressivité tumorale, tels que la N1, N12 diacétylspermine et les 

catabolites du tryptophane (la kynurénine et la sérotonine), impliqués dans l'inhibition 

de la réponse immunitaire.  

 

Ces études ouvrent de nouvelles perspectives sur les mécanismes biologiques sous-

jacents à l'agressivité tumorale. De plus, les biomarqueurs identifiés permettront le 

développement de nouvelles stratégies. Cependant, des analyses sur des populations avec 

de plus grands effectifs sont nécessaires.  

 

Mots clés : signature métabolomique; cancer du sein; analyse non ciblée; apprentissage 

automatique non supervisé; agressivité. 

 

 

Metabolomics of localized breast cancer at high risk of recurrence. 

 

Breast cancer is a heterogeneous disease with multiple histological, biological, and 

molecular subtypes. Several fundamental studies have highlighted the activation of 

specific metabolic pathways in aggressive breast cancers. The aim of this thesis was to 

identify a signature or markers of the metabolome in localized breast cancer at high risk 

of recurrence. 

 

Our initial studies were based on the retrospective inclusion of 52 patients with localized 

breast cancer treated at the Antoine Lacassagne Center in Nice. We also analyzed 

diagnostic biopsies from a cohort of 49 patients treated with neo-adjuvant chemotherapy 

at the Georges-François Leclerc Center in Dijon for locally advanced breast cancer. After 

extraction, separation, and concentration of metabolites from diagnostic biopsies and 

resected tumors, we performed metabolomic profiling using LC-MS/MS to identify and 

quantify metabolites relatively, followed by biological and statistical analysis. 
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First, we compared the performance of 5 unsupervised machine learning methods (PCA 

k-means, sparse k-means, spectral clustering, SIMLR, and k-sparse) to identify groups of 

breast cancer patients. This analysis was only performed on the cohort from Nice. 

 

In Article 1, the clusters obtained using the 5 unsupervised machine learning methods 

were compared. The five methods identified three groups of patients, distinguished by 

their supposed prognosis (favorable group 1, intermediate group 2, unfavorable group 3), 

with different clinical and biological profiles. The SIMLR and K-sparse methods were the 

most effective in terms of clustering. The most discriminating metabolic pathways were 

glycolysis, glutaminolysis, and amino acid metabolism. The simulated "in-silico" survival 

analysis (PREDICT tool) revealed a significant difference between the 3 groups for 5-year 

and 10-year specific survival. 

 

In Article 2, survival analyses were performed based on actual patient survival data. Each 

patient was assigned to his prognostic group established by the 5 unsupervised machine 

learning methods. Groups 1 and 2 were combined and compared to group 3. The median 

follow-up was extended to 85.8 months. Bootstrap optimization was applied. The PCA k-

means, K-sparse, and Spectral clustering methods achieved the best results for predicting 

2-year progression-free survival. The PCA k-means method had the best performance. 

However, CSS and OS analyses revealed discrepancies between the 5 unsupervised 

machine learning methods. 

 

Simultaneously, a supervised analysis comparing high-grade tumors to low/intermediate 

grade tumors was conducted to determine the metabolites involved in tumor 

aggressiveness (Article 3). The Nice cohort was used as a training cohort, while the Dijon 

cohort was used for external validation. The metabolomic signature was composed of 12 

metabolites. The AUCs for the training and validation cohorts were greater than 0.88. 

Thus, the model could distinguish high-grade tumors from low/intermediate grade 

tumors with a probability of nearly 90%. We identified several biomarkers of tumor 

aggressiveness, such as N1, N12 diacetylspermine and tryptophan catabolites 

(kynurenine and serotonin), which are involved in inhibiting the immune response. 

 

These studies open up new perspectives on the underlying biological mechanisms of 

tumor aggressiveness. Furthermore, the identified biomarkers will allow the 

development of new strategies. However, analyses on larger populations are necessary. 

 

Keywords : metabolomic signature; breast cancer; untargeted analysis; unsupervised 

machine learning; aggressiveness.  
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V. Introduction générale 

1. Introduction à la métabolomique 

a) ARRIVEE D’UN NOUVEL OMIQUE 

Le concept de métabolomique est apparu à la fin des années 1990, en analogie aux notions 

de génomique, de transcriptomique et de protéomique. Il fait référence à l’analyse des 

métabolites contenus dans un système biologique donné : cellules ou fluides biologiques, 

tels que les urines ou le plasma (1).  

Les métabolites sont des composés impliqués dans les processus métaboliques, qu’ils 

interviennent au niveau du catabolisme ou de l’anabolisme. Le terme métabolite inclut 

par conséquent toutes les molécules de faible masse moléculaire (taille inférieure à 1500 

Dalton) telles que les acides organiques, les nucléotides, les sucres, les acides gras, les 

acides aminés, certains peptides ou encore les vitamines. Ils peuvent être générés de façon 

endogène par le système biologique ou présents de façon exogène (i.e. polluants 

environnementaux, médicaments). 

Comme le protéome, le métabolome est dépendant du contexte, c'est-à-dire que les taux 

de protéines ou de métabolites sont modifiés en fonction de l’état physiologique, 

développemental, ou pathologique d’une cellule, d’un tissu, d’un organe ou d’un 

organisme. Les métabolites sont les produits finaux des processus cellulaires et 

représentent l’ultime réponse d’un organisme à une altération génétique, une pathologie, 

une exposition environnementale, une exposition toxicologique ou à tout autre facteur 

susceptible de perturber son fonctionnement(2). Il est par définition caractéristique d’un 

état physiologique donné et fournit une vue globale sur des évènements biochimiques 

produits à un instant t. Il permet donc de suivre l’évolution biologique de systèmes 

complexes en fonction d’interférences extérieures mais aussi dans des contextes 

pathologiques. 
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De plus, par rapport à des protéines ou des acides ribonucléiques (ARN), les métabolites 

possèdent une stabilité relativement élevée, ce qui est un des avantages des analyses en 

métabolomique. En effet, plusieurs études ont évalué la stabilité des métabolites dans les 

échantillons biologiques. La majorité des métabolites sont stables à -20°C ou -80°C entre 

6 mois et 2 ans(3,4) et restent également stables pendant les cycles de 

congélation/décongélation (4 à 9 selon les études)(3,5). Les analyses n’ont pas été 

poursuivies au-delà de 2 ans mais la stabilité observée laisse envisager une stabilité à plus 

long terme. Ceci est un avantage certain pour la faisabilité des études de métabolomique 

et permet d’envisager une applicabilité en recherche clinique et en pratique courante en 

cancérologie. 

 

b) SYSTEME COMPLEXE AU SEIN DES AUTRES OMIQUES 

Comme la transcriptomique et la protéomique, la métabolomique s’inscrit dans un 

contexte post-génomique avec un développement lié à celui des nouvelles technologies. Il 

a également la particularité d’être fortement interconnectée aux autres OMIQUEs en tant 

que dernière étape de la chaîne « OMIQUE ». Il est indispensable de comprendre la 

métabolomique comme un sous‐ensemble des «OMIQUES » car elle constitue le résultat 

d’une cascade d’événements constituant l’ensemble de la post-génomique. En effet, les 

métabolites explorés par la métabolomique sont l'étape finale, la résultante de l’effet de 

variations d’expression des gènes et de celui de l'environnement(6).  
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Figure 1. Vision intégrative de la métabolomique (d’après Courant et al. (6)). Da : 

dalton ; mRNA : ARN messager. 

 

 

 

En plus d’être le dernier maillon de la cascade -OMIQUE, les métabolites peuvent exercer 

une action sur les étapes -OMIQUES en amont. Le cancer est causé par des changements 

au niveau génomique qui entraînent une altération de la transcription des ARNs, ainsi que 

de l'expression et de la fonction des protéines. Le métabolome est un reflet de ces 

changements en amont. À leur tour, les métabolites peuvent individuellement affecter 

l'activité des protéines et modifier la transcription des ARNm et la réplication de l'acide 

desoxyribonucléique (ADN) (7). Par conséquent, dans le cancer, les métabolites peuvent 

être, à la fois, la résultante d’une activation oncogénique et l’intermédiaire d’une autre 

voie d’activation métabolique. 
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Figure 2. Interactions -omiques autour de la métabolomique (adapté de Schmidt et 

al.(7)).  ARNm : ARN messager. 

 

 

c) INTERET POUR LA COMPREHENSION DE LA BIOLOGIE DES SYSTEMES 

L’analyse différentielle des signatures métabolomiques entre différents groupes 

d’échantillons vise à caractériser les répercussions de la modification d’un facteur 

externe, et à visualiser la manière dont un système biologique réagit. Elle permet, ainsi, 

une meilleure compréhension de la biologie des systèmes en mettant en évidence des 

interrelations métaboliques qui n’auraient pas pu être détectées avec des approches 

biochimiques traditionnelles. Jusqu'à maintenant, l'intérêt principal de l'analyse des 

métabolites portait sur la découverte de voies métaboliques fondamentales. Toutefois, au 

cours des dernières années, il est devenu évident qu'il y avait un besoin d'effectuer des 

études sur les réponses métaboliques d'un système biologique exposé à des perturbations 

environnementales, pathologiques et/ou génétiques et sur les variations phénotypiques 

qui en résultent afin de mieux comprendre les systèmes biologiques, dont le cancer.  
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Pendant la majeure partie de l'ère génomique, la biologie du cancer était axée sur la façon 

dont les voies de signalisation et les facteurs de transcription contrôlaient la croissance 

et la prolifération cellulaire au travers du prisme du cycle cellulaire. Ces dernières années 

ont été marquées par un intérêt nouveau pour la compréhension du métabolisme altéré 

intégré à la carcinogénèse, à travers l’étude de nombreux facteurs, tels que l'hypoxie 

tumorale, la composition stromale, l'infiltration de cellules immunitaires ou encore les 

altérations génétiques jouant un rôle dans le métabolisme cellulaire cancéreux(8–11). Par 

exemple, des altérations génétiques et/ou épigénétiques peuvent fournir un avantage 

crucial pour la survie des cellules cancéreuses dans un environnement carencé en 

nutriments(12–15). De plus, ces altérations spécifiques intrinsèques, ainsi que les 

modifications métabolomiques induites par les traitements anti-cancéreux peuvent 

également avoir un impact sur l’ensemble de l’organisme et interagir de manière 

complexe avec d’autres facteurs extérieurs comme l’exercice ou le régime alimentaire, et 

finalement être impliqué dans la survie ou la qualité de vie des patients(7). 

 

Finalement, en oncologie, c’est le caractère global intégré de l’analyse qui différencie la 

métabolomique des autres analyses post-génomiques et par extension des analyses 

classiques. Ainsi, K.W. Jordan et L.L. Cheng définissent la métabolomique appliquée au 

cancer comme étant l’étude des variations métaboliques globales ainsi que la mesure des 

profils biochimiques liés aux voies métaboliques connues sous l’influence d’un processus 

oncogène (16,17). 
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Figure 3. Vision intégrative de la métabolomique spécifique à la cancérologie (d’après 

Schmidt et al.(7)) 

 

d) METABOLOMIQUE ET BIOLOGIE DU CANCER 

Un certain nombre d’autres travaux ont prouvé le fort potentiel de la métabolomique dans 

l’optique de la caractérisation et de la compréhension des processus oncologiques(18–

27). Étant donné que les cellules cancéreuses ont un taux de croissance et de prolifération 

soutenu qui nécessite un approvisionnement constant en précurseurs métaboliques, des 

modifications importantes du métabolisme cellulaire se produisent(28). L’un des 

changements métaboliques les plus remarquables observés dans les cellules cancéreuses 

est l’augmentation de la consommation de glucose, qui peut être détectée par la 

tomographie par émission de positons couplé au scanner (TEP-scanner) lors du 

diagnostic initial, de l’évaluation thérapeutique ou de la surveillance. Cette modification 

métabolique permet aux cellules cancéreuses d’assurer leur prolifération et leur survie 

en modifiant les voies de signalisation et les facteurs de transcription qui contrôlent la 
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glycolyse, la production d’énergie et la biosynthèse de composés nécessaires à leur 

prolifération.  Les cellules cancéreuses favorisent la métabolisation du glucose par 

fermentation et non plus par phosphorylation oxydative, produisant une grande quantité 

de lactate, même en présence d'oxygène. Ce phénomène est connu sous le nom d'effet 

Warburg(29–31).  

 

 
Figure 4. Représentation schématique de la phosphorylation oxydative, de la 

glycolyse anaérobie et de la glycolyse aérobie (effet Warburg) (d’après Vander Heiden 

et al.(30)). CO2 : dioxyde de carbone; 02 : dioxygène; ATP : adénosine triphosphate ; mol : 

molécule(s) . 

 

Dans une cellule de tissu différencié, en présence d'oxygène, le glucose est 

majoritairement transformé en pyruvate via la glycolyse, pyruvate ensuite oxydé en CO2 

dans les mitochondries par phosphorylation oxydative. L'oxygène étant nécessaire en 

tant qu'accepteur final d'électrons pour oxyder complètement le glucose, il est essentiel à 

ce processus. En condition d’anaérobie, les cellules peuvent détourner le pyruvate en 

générant du lactate (glycolyse anaérobie). Cette production de lactate pendant la 
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glycolyse anaérobie permet à la glycolyse de se poursuivre mais entraîne une production 

minimale d’adénosine triphosphate (ATP) par rapport à la phosphorylation oxydative (2 

mol ATP/mol glucose vs 36 mol ATP/mol glucose). A contrario, les cellules cancéreuses 

ont tendance à convertir la majeure partie du glucose en lactate (85%), indépendamment 

de la présence d'oxygène (glycolyse aérobie). Cette propriété est partagée par les tissus 

prolifératifs normaux. Les mitochondries restent fonctionnelles et la phosphorylation 

oxydative se poursuit à moindre mesure (environ 5%) à la fois dans les cellules 

cancéreuses et dans les cellules normales en prolifération. Cependant, la glycolyse aérobie 

est moins efficiente que la phosphorylation oxydative pour produire de l'ATP (4 mol 

ATP/mol glucose contre 36 mol ATP/mol glucose). Toutefois, la glycolyse anaérobie 

présente tout de même un avantage car elle permet la régénération du NAD+ nécessaire 

à l'équilibre adéquat des cofacteurs d'oxydoréduction et aux processus biosynthétiques. 

Cette régénération est rendue possible grâce à la transition du pyruvate en lactate, 

catalysée par l'enzyme lactate déshydrogénase (LDH), qui est régulée par le couple 

NAD+/NADH(32,33). Pour finir, dans les cellules en prolifération, environ 10 % du 

glucose est détourné vers des voies de biosynthèse en amont de la production de 

pyruvate(30). 

 

Par ailleurs, les cellules cancéreuses peuvent également métaboliser d'autres nutriments 

tels que la glutamine pour soutenir leur survie et leur croissance. L'oncogène MYC a été 

lié à une augmentation de la glutaminolyse, ce qui entraîne une addiction à la glutamine 

dans certaines cellules cancéreuses(34). La désactivation de la protéine suppresseur de 

tumeur du rétinoblastome (Rb) a également été démontrée pour augmenter l'utilisation 

de la glutamine en raison de la régulation à la hausse du transporteur de glutamine, l’ 

Alanine, Serine, Cysteine Transporter 2 (ASCT2), dans les cellules cancéreuses 

humaines(35). Bien que le glucose et la glutamine soient les nutriments les plus 

abondants dans le plasma et les milieux de culture tissulaire, la liste des nutriments 

consommés par les cellules cancéreuses et les tumeurs en culture est vaste. Il est probable 
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que, dans la plupart des cas, le besoin en nutriments spécifiques dépende du type de 

tumeur et de l'environnement nutritif.  

 

Les cellules cancéreuses sont donc impliquées dans un métabolisme modifié par cascades 

et interactions entre les voies de signalisation cellulaire. Par exemple : 

 les récepteurs de la tyrosine kinase induits par l'insuline ou d'autres facteurs de 

croissance activent la voie de signalisation PI3K-AKT (phosphatidylinositol 3-kinase - 

serine/threonine kinase) pour stimuler la glycolyse(36). AKT peut augmenter 

directement l'activité glycolytique en phosphorylant l'hexokinase (l'enzyme qui 

catalyse la première étape de la glycolyse) ou indirectement en phosphorylant des 

substrats qui régulent le trafic des transporteurs de glucose 1 et 4 (GLUT1 et GLUT4) 

vers la membrane plasmique(37–39).  

 La voie PI3K-AKT active également le complexe mTORC1, entraînant une 

augmentation de l'expression du facteur induit par l'hypoxie 1 (HIF1α)(40–43). Les 

sous-unités α de HIF, normalement dégradées en présence d'oxygène(44), sont 

stabilisées en présence d'hypoxie et activent une réponse transcriptionnelle qui 

permet une adaptation au stress hypoxique, notamment une augmentation de 

l'expression de GLUT1 et GLUT3, d'hexokinase 2 (HK2) et de certaines isoformes de la 

phosphofructokinase 2(45).  

 HIF1α favorise également l'expression de la pyruvate déshydrogénase kinase, qui 

inhibe l'oxydation du pyruvate et détourne le métabolisme du glucose vers le lactate 

en adaptation aux conditions hypoxiques(46).  

 D’autre part, la perte d'activité de la tumor protein 53 (TP53) peut pousser les cellules 

vers la voie glycolytique au lieu de la phosphorylation oxydative. 
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Figure 5. Interaction entre les voies métaboliques et les gènes impliqués dans la 

carcinogénèse (oncogènes et gènes suppresseurs de tumeur). Cycle TCA: tricarboxylic 

acid cycle (cycle de Krebs); PI3K: phosphatidylinositol 3-kinase; AKT: serine/threonine 

kinase; AMPK: AMP-activated protein kinase; LKB1: kinase hépatique B1; NADP: 

nicotinamide adénine dinucléotide phosphate; NADPH: nicotinamide adénine dinucléotide 

phosphate hydrogène; ATP: adénosine triphosphate; CO2 : dioxyde de carbone. 

 

 

L'étude des métabolites dans le cancer peut également permettre de comprendre 

comment un métabolisme déficient peut déclencher ou favoriser la prolifération, 

l'angiogenèse et la transition épithélio-mésenchymateuse (TEM)(47,48). La 

reprogrammation métabolique des cellules cancéreuses et du stroma adjacent est une 

étape clé du développement du cancer(49,50). Le modèle biologique actuel de la 

carcinogenèse met en évidence diverses voies pour ce processus, telles que 

l'échappement aux mécanismes impliqués de régulation de la croissance cellulaire, la 

résistance à la mort cellulaire, l'instabilité et les mutations génomiques, la réplication de 

cellules immortalisées, l'induction de la capacité métastatique, l'inflammation induite par 

la tumeur et l'échappement au système immunitaire(51,52). La production de cytokines, 
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de chimiokines et de médiateurs immunitaires, l'activation et l'expansion des cellules 

immunitaires nécessitent une quantité importante d’énergie. Ceci suggère que des 

changements dans la disponibilité de l'énergie peuvent affecter la réponse 

immunitaire(53,54).  Ces dépendances constituent de nouvelles cibles thérapeutiques. 

Par exemple, l'activation de la voie glycolytique dans les lymphocytes T CD4 favorise un 

phénotype inflammatoire, tandis qu'une augmentation de l'oxydation des acides gras les 

oriente vers un phénotype régulateur(55). Les récepteurs des lymphocytes B et T activent 

directement des facteurs de transcription, tels que c-MYC, HIF1α, PI3K, mTOR et FOXO1, 

qui jouent un rôle clé dans le métabolisme des cellules immunitaires et la réponse 

immunitaire en aval(56–58). De même, les macrophages de type M1 dépendent des voies 

de la glycolyse et de la glutaminolyse, tandis que les macrophages de type M2 préfèrent 

la voie de la phosphorylation oxydative pour répondre à la demande élevée de production 

d'énergie pendant la phase d'activation(59). Les cellules tumorales et les cellules 

immunitaires sont donc interconnectées par des facteurs de transcription, mais 

également par le métabolisme global et les ressources disponibles à un instant déterminé.  

En résumé, il existe des interactions multiples et souvent complexes entre les voies 

métaboliques et les voies de signalisation qui, ensemble, aboutissent à une 

reprogrammation métabolique, une caractéristique fondamentale du cancer. En outre, 

des facteurs intrinsèques (altérations génomiques/épigénomiques) et extrinsèques 

(nutriments, médicaments, hormones et interactions avec les cellules stromales, la 

matrice extracellulaire et le système immunitaire) contribuent à la reprogrammation 

métabolique des cellules cancéreuses. 

 

e) METABOLOMIQUE ET APPLICATION EN CANCEROLOGIE CLINIQUE 

La métabolomique présente également un fort potentiel applicatif en cancérologie 

clinique. Cela demanderait un investissement initial financier relativement modeste pour 

l’achat d’un spectromètre ciblé et la mise en place d’une expertise de routine sur les 
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différentes plateformes d’analyses. En effet, la recherche de signature nécessite des 

techniques analytiques plus sophistiquées (spectromètres non ciblés à haute résolution 

et haute fréquence) et génère une grande quantité de données dont l'interprétation peut 

être complexe, nécessitant une approche multidisciplinaire. Cependant, une fois les 

signatures de quelques métabolites pré-identifiées, l’analyse est simple et rapide sans 

nécessiter un travail important de post-traitement des données. De plus, l’ensemble de la 

procédure tend vers une automatisation pour y compris dans la préparation des 

échantillons, ce qui facilitera son applicabilité clinique. 

 

L’approche métabolomique pourrait être utilisée pour le diagnostic précoce des 

cancers(17,22). Par exemple, Jordan KW et Cheng LL et al. ont analysé les profils 

métaboliques, basés sur la spectroscopie par résonance magnétique nucléaire (RMN), de 

tissus cancéreux et de tissus sains prélevés chez des patients atteints de cancer de la 

prostate. Ils ont identifié plusieurs métabolites, tels que les acides aminés et les lipides, 

qui présentent des différences significatives entre les deux types de tissus. Ces 

métabolites ont été sélectionnés pour leur potentiel en tant que biomarqueurs pour le 

diagnostic précoce. Ainsi, en analysant les profils métaboliques de biopsies de prostate de 

patients, les cliniciens pourraient détecter le cancer à un stade précoce. Le profilage 

métabolique pourrait être combiné à d'autres outils de diagnostic et de suivi, tel que 

l'imagerie ou le suivi de l’ADN tumoral circulant. Le même principe a été appliqué dans le 

cancer du sein. Des résultats intéressants sont développés dans le paragraphe « Apport 

de la métabolomique dans la biologie du cancer du sein ». 

 

Grâce à l’avènement des biopsies liquides, les praticiens pourraient également surveiller 

l'efficacité du traitement. Les analyses métabolomiques réalisées sur les fluides (salives, 

urines, plasma) seraient moins invasives, plus faciles à mettre en place que les biopsies 

tissulaires itératives, plus fiables, et peu coûteux, une fois établies en routine clinique.  
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L’approche métabolomique permettrait aussi l’identification des nouvelles voies 

métaboliques spécifiques impliquées dans l’initiation, la progression ou l’expansion du 

cancer, ce qui pourrait ouvrir la voie à de nouveaux traitements ciblés. Les thérapies 

médicamenteuses actuelles reposent souvent sur une approche universelle, non optimale 

car les patients peuvent avoir des réponses différentes aux médicaments en raison de 

variations génétiques, épigénétiques et de facteurs environnementaux. De plus, en 

analysant le profil métabolique d'un patient avant et après le traitement médicamenteux, 

les cliniciens pourraient identifier les voies métaboliques affectées ou activées par les 

traitements et utiliser ces informations pour optimiser la thérapie spécifique. Par ailleurs, 

en comprenant la réponse métabolique aux médicaments, les chercheurs pourraient 

concevoir des médicaments qui ciblent sélectivement des voies métaboliques spécifiques, 

réduisant ainsi le risque d'effets secondaires en pratique clinique. Par conséquent, une 

approche plus personnalisée de la thérapie médicamenteuse serait possible(60).  

 

Pour finir, avec l’arrivée de l’immunothérapie, l’approche métabolomique pourrait 

permettre l’étude des voies métaboliques spécifiques impliquées dans l’échappement 

immunitaire. Il serait alors possible de déterminer de nouvelles cibles thérapeutiques et 

de proposer des association thérapie ciblée/immunothérapie pour restaurer plus 

efficacement l’immunité anti-tumorale(61). 

 

 

2. Introduction au cancer du sein localisé 

a) LE CANCER DU SEIN 

Le cancer du sein est le cancer le plus fréquemment diagnostiqué dans le monde(62). En 

France, 58 000 nouveaux cas ont été détectés en 2018. Le cancer du sein se situe donc au 

premier rang des cancers chez la femme. Environ une femme sur onze développera un 

cancer du sein dans sa vie. Selon l'estimation du Centre International de Recherche sur le 
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Cancer, pour 2018, l'incidence annuelle, ajustée pour l’âge, pour 100 000 femmes est de 

près de 100. La maladie peut se voir à tout âge, mais l'âge moyen de découverte est 62 

ans. La moitié des cancers du sein sont diagnostiqués entre 50 et 69 ans, 20 % avant 50 

ans et 10 % avant 40 ans(63–65). 

 

Actuellement environ 60 % des cancers du sein sont diagnostiqués au stade localisé 

(stade I), 30 % à un stade localement avancé (stade II-III) et 10% à un stade métastatique 

(stade IV)(64). Même en contexte localisé et localement avancé, un certain nombre de 

patientes vont présenter une récidive avec un risque non négligeable de décès spécifique, 

et ce malgré les progrès récents. Les taux de survie sans maladie (SSM) à 5 ans varient 

selon le stade de 98 à 100 % pour le stade I, 85 à 98 % pour le stade II à environ 70 à 95% 

pour le stade III(66). Le cancer du sein est la première cause de décès chez la femme, avec 

14 % des décès féminins par cancer en 2018. Il représente par ailleurs près de 8 % de 

l’ensemble des décès par cancer. La survie à 5 ans, tous stades confondus, est de 88 

%(63,67). 

 

Il existe plusieurs sous-types histologiques de cancer du sein. L’histologie la plus 

fréquente est le carcinome invasif non spécifique (NST, non-special type)(80% des cas), 

qui se développe dans les canaux mammaires qui transportent le lait vers le mamelon 

(canaux galactophores). La deuxième histologie la plus fréquente est le carcinome 

lobulaire invasif (CLI)(10-15% des cas), qui se développe dans les lobules, les structures 

glandulaires qui produisent le lait. D’autres histologies sont plus rares, comme les 

carcinomes mucineux, papillaires, tubuleux, inflammatoires, ou médullaires qui 

représentent environ 10% des cas(68)(69).   

 

Les cancers du sein sont ensuite classés en fonction de la présence ou non de récepteurs 

hormonaux et HER2.  
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 Les cancers du sein dit hormonodépendants sont des cancers qui ont des récepteurs 

hormonaux (récepteur aux œstrogènes RE ou récepteur aux progestérones RP) sur la 

surface des cellules cancéreuses, ce qui signifie qu'ils ont besoin d'hormones telles que 

les œstrogènes ou la progestérone pour se développer et se propager. Environ 60%-

75 % des cas de cancer du sein sont hormonodépendants(70).  

 Le cancer du sein HER2-positif est un type de cancer du sein caractérisé par une 

surexpression de la protéine HER2. La protéine HER2 est une protéine de surface qui 

aide à réguler la croissance et la division cellulaire, mais une surexpression de cette 

protéine peut entraîner une croissance excessive et un comportement agressif des 

cellules cancéreuses par inhibition de l’apoptose. Le cancer du sein HER2-positif 

représente environ 15 à 20% de tous les cancers du sein(71).  

 Le cancer du sein triple négatif (TNBC) est un type de cancer du sein qui ne présente 

ni récepteurs hormonaux, ni surexpression de la protéine HER2. D’autres voies 

d’activation cellulaires rentrent en jeu. Le TNBC représente environ 10 à 15% des cas 

de cancer du sein et est plus fréquent chez les femmes jeunes(68)(72).  

 

b) LA NECESSITE D’UN NOUVEL OUTIL PREDICTIF 

Le taux de mortalité lié au cancer du sein diminue depuis les années 1970(73) grâce à 

l'amélioration du dépistage du cancer du sein et la mise en place du traitement adjuvant 

par chimiothérapie, thérapies ciblées, hormonothérapie et radiothérapie(74–77). Par 

exemple, dans la méta-analyse de l'EBCTCG en 2012, l'utilisation d'un traitement 

contenant des anthracyclines, comparée à l'absence de traitement, permettait d'obtenir 

une diminution du risque de récidive de 47 à 39 % (RR 0,73 ; IC95% 0,68-0,79), une 

diminution de la mortalité due au cancer du sein de 36 à 29 % (RR 0,79 ; IC95% 0,72-

0,85) et une diminution de la mortalité globale de 40 à 35 % (RR 0,84 ; IC95% 0,78-

0,91)(78).  
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En parallèle, les risques de la chimiothérapie comprennent des toxicités aiguës telles que 

les nausées, les vomissements, l’alopécie, la myélosuppression, les troubles cognitifs 

précoces(79), une perte de fertilité, un risque infectieux et des neuropathie. Parfois, ces 

neuropathies persistent au long cours et deviennent séquellaires(80). Les toxicités à long 

terme comprennent également les risques de cardiotoxicité associés aux anthracyclines 

et le risque rare mais non négligeable de leucémie secondaire liée à la chimiothérapie(81). 

 

Les patientes atteintes d'un cancer du sein triple négatif localement avancé (stade II-III) 

et traitées par immunochimiothérapie néoadjuvante peuvent également faire face aux 

effets indésirables de l'immunothérapie. À ce jour, aucun critère prédictif n'a été 

clairement identifié pour déterminer quels patients sont susceptibles de bénéficier de 

l’adjonction de l’immunothérapie d’une part, et/ou de développer des effets indésirables 

d’autre part. L'immunothérapie est donc proposée à toutes les patientes, malgré les 

risques non négligeables de maladies auto-immunes telles que la thyroïdite, la colite, 

l’hépatite, l'hypophysite ou la néphrite(82). 

 

L’évaluation des balances bénéfice/risque et efficacité/tolérance est donc primordiale. En 

effet, l'ampleur du bénéfice de la (immuno-)chimiothérapie dépend du risque initial de 

récidive, le bénéfice absolu chez les patients présentant un faible risque de récidive 

pouvant être faible. Ainsi, de nombreux patients sont surtraités (quand la chimiothérapie 

n'apporte aucun bénéfice supplémentaire) et d'autres sous-traités (quand une 

chimiothérapie pourtant utile n'a pas été réalisée) par manque de facteurs pronostiques 

(évaluant l’agressivité potentielle de la maladie) et prédictifs (orientant vers une efficacité 

attendue de certains traitements) fiables. Il est donc indispensable d’identifier au mieux 

les patientes les plus susceptibles de tirer un bénéfice de ces traitements afin de 

permettre une médecine personnalisée à chaque patient. 
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Le risque de récidive peut être estimé à partir des caractéristiques cliniques, notamment 

le stade et le grade de la tumeur, et des caractéristiques biologiques de la tumeur, y 

compris l'expression génétique. Le domaine de la découverte de marqueurs en oncologie 

est en constante évolution, grâce à une meilleure compréhension de la biologie des 

tumeurs et à la connaissance du génome humain. Cependant, seule une petite proportion 

de marqueurs s'est avérée cliniquement utile jusqu’à ce jour, que ce soit à visée 

pronostique, prédictif ou théranostique. 

 

c) LA CLASSIFICATION CLINICO-PATHOLOGIQUE 

Pour les femmes atteintes d'un cancer du sein non métastatique nouvellement 

diagnostiqué, nous utilisons systématiquement plusieurs facteurs cliniques lors du 

processus décisionnel de prescription d'une chimiothérapie adjuvante : 

 

1) L’âge : l'âge au moment du diagnostic est associé à un pronostic plus défavorable(83). 

Les patientes âgées de moins de 35 ans ont une survie globale et une survie sans récidive 

plus faibles(84,85). Ces patientes présentent généralement un stade plus avancé, plus 

souvent une maladie ER-négative. La mortalité par cancer du sein est également plus 

élevée chez les patientes plus âgées (>65 ans)(86–88), probablement dû à un stade plus 

avancé au moment du diagnostic, à des comorbidités et à des insuffisances de traitement 

(sous-traitement dû à l’âge)(87). 

 

2) Le statut ménopausique : le statut ménopausique constitue un facteur favorable. Chez 

les patientes préménopausées ayant reçu une chimiothérapie adjuvante, l'aménorrhée 

induite par la chimiothérapie et l'absence de reprise des cycles menstruels après la 

chimiothérapie seraient associées à une amélioration de la survie, après prise en compte 

des variables pronostiques standard, en particulier pour les cancers 

hormonodépendants(89). 
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3) Le stade tumoral : en général, le stade est un facteur pronostique. Le cancer du sein est 

stadifié en fonction de la taille de la tumeur (T), de la présence ou non d’un envahissement 

ganglionnaire et son importance (N), et de la présence ou non d'une maladie métastatique 

(M).  La taille de la tumeur a été reconnue très tôt comme un facteur pronostique 

important dans le cancer du sein(90–92). Le cancer du sein inflammatoire (T4d) est une 

forme rare mais très agressive de cancer du sein, caractérisée par un tableau clinique 

d'inflammation locale associée un mauvais pronostic. L'atteinte ganglionnaire est un 

facteur pronostique négatif fort et indépendant(93)(cf. Annexe 1 TNM et Annexe 2 stade). 

 

4) Le Grade histopronostique: le grade est déterminé selon le système de classification 

d'Elston-Ellis dérivé de celui de Scarff-Bloom-Richardson, qui caractérise le degré de 

différenciation de la tumeur par le pourcentage de différenciation tubulo-glandulaire, le 

pléomorphisme nucléaire (degré d’atypie) et l'activité mitotique. Chacun de ces critères 

est évalué et noté de 1 à 3, où 1 représente un degré élevé de différenciation et un faible 

niveau d'atypie et d'activité mitotique, tandis que 3 représente un degré faible de 

différenciation et un niveau élevé d'atypie et d'activité mitotique. Les notes de chaque 

critère sont ensuite additionnées pour donner un score final permettant d’identifier les 

tumeurs bien différenciées (grade 1), modérément différenciées (grade 2), ou peu 

différenciée (grade 3). Le grade histopronostique est utilisé pour aider à prédire le 

pronostic de la maladie et à guider les choix de traitement. Les tumeurs de grade 1 ont 

tendance à avoir un meilleur pronostic et à être moins agressives que les tumeurs de 

grade 3.(94)(cf. Annexe 3 Grade). 

 

5) L'invasion lymphovasculaire péritumorale : la présence d'une invasion 

lymphovasculaire semble être un indicateur de mauvais pronostic, en particulier dans les 

tumeurs de haut grade(95). 
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6) Le Ki-67 : la relation entre le statut Ki-67 et le pronostic dans le cancer du sein au stade 

précoce a été largement étudiée(96). Malgré l'hétérogénéité des essais cliniques et des 

méthodes d'évaluation du Ki-67 utilisées, les résultats de deux grandes méta-analyses 

sont cohérents avec la valeur pronostique indépendante du Ki-67(97,98). 

 

7) Les récepteurs hormonaux : l'expression des récepteurs ER et PR est généralement 

associée à une amélioration des données de survie, du moins à court terme. La survie 

globale, la survie sans maladie et le délai avant l'échec du traitement sont tous 

positivement liés aux niveaux de RE et de RP(99–101). Cependant, bien que le taux annuel 

de récidive des cancers ER-positifs soit plus faible dans les 5 premières années que celui 

des cancers ER-négatifs, des études suggèrent qu'il pourrait être plus élevé à plus long 

terme(102,103). L'absence d'expression du récepteur à la progestérone était associée à 

un pronostic plus défavorable en survie globale, en survie spécifique et en survie sans 

maladie. Ces données sont corroborées par le fait que les patientes présentant une 

maladie ER-positive et PR-négative ont un sous-type plus agressif de cancer du sein à 

récepteurs hormonaux positifs (104), et sont souvent étiquetées « tumeurs luminales 

B »(105). 

 

8) Surexpression de HER2 : la surexpression de HER2 est associée à un pronostic 

défavorable, en particulier si les patientes ne sont pas traitées par chimiothérapie et par 

thérapies ciblées anti-HER2(106,107). 

 

9) Lymphocytes infiltrant la tumeur (TIL) : l'augmentation de la concentration de TILs a 

permis de prédire la réponse à la chimiothérapie néoadjuvante dans tous les sous-types 

moléculaires évalués, et a été associée à un avantage en termes de survie dans le cancer 

du sein HER2-positif et le cancer du sein triple négatif. En revanche, ils se sont révélés 

être un facteur pronostique défavorable pour la survie dans le cancer du sein luminal-

HER2-négatif(108), ce qui suggère une biologie différente de l'infiltrat immunologique 
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dans ce sous-type. Des recommandations pour l'évaluation standardisée des TILs ont été 

publiées(109).  

 

d) CALCULATEUR DE RISQUE 

Plusieurs calculateurs de prédiction du risque clinique existent et permettent d’estimer 

le risque de récidive à partir de données cliniques et histopronostiques. 

 

Par exemple, l'outil en ligne ESTIMATE a été élaboré à partir d'un registre de plus de 264 

000 femmes atteintes d'un cancer du sein invasif non métastatique, et estime le risque 

cumulatif résiduel de mortalité spécifique par cancer du sein (BCSM) et de mortalité non 

spécifique par cancer du sein jusqu'à 20 ans après le diagnostic initial(110,111). Cet outil 

n’estime cependant pas l’apport des thérapeutiques.  

Le clinical treatment score 5 (CTS5) classe les patientes qui n'ont pas eu de récidive 

pendant les cinq premières années de surveillance dans les catégories de risque faible, 

intermédiaire et élevé de risque absolu de récidives à distance entre 5 et 10 ans(112,113). 

Cet outil est surtout utilisé pour évaluer les bénéfices d’une prolongation de 

l’hormonothérapie. 

 

L'outil UK PREDICT a été établi à partir d’une analyse d’environ 6000 patientes et estime 

l'impact de différentes thérapies adjuvantes telles que la chimiothérapie, 

l’hormonothérapie, le trastuzumab et les biphosphonates. En utilisant les caractéristiques 

cliniques et pathologiques de chaque patient, PREDICT est conçu pour fournir des 

informations pronostiques personnalisées sous la forme d'estimations de la survie 

globale (SG) à 5 et 10 ans(114). Ce modèle a été validé dans plusieurs séries de cas 

indépendantes(115–120). Le statut du récepteur HER2 et le statut Ki67 ont également été 

incorporés dans le modèle, ce qui a permis d'améliorer légèrement la discrimination du 

modèle(120,121). L'outil UK PREDICT a été utilisé lors de cette thèse (en 2020) pour 
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prédire les données de survie lorsque le suivi n'était pas suffisant pour calculer les 

données de survie réelle. 

 

Une validation externe à grande échelle de l'algorithme PREDICT a été réalisée l’année 

dernière à partir de la national cancer database (NCDB), base de données d'oncologie 

clinique provenant de données de registres hospitaliers représentant plus de 70 % de 

tous les cas de cancer du sein nouvellement diagnostiqués aux États-Unis. De 2004 à 2017, 

près de 3 millions de cas de cancer du sein ont été collectés dans la NCDB. Parmi ces cas, 

les femmes âgées de 25 à 85 ans atteintes d'un cancer du sein invasif unilatéral au stade 

précoce et traitées entre 2004 et 2012 ont été identifiées. Au total, 708 652 patients 

éligibles avec un suivi complet sur 5 ans et 233 455 patients avec un suivi complet sur 10 

ans ont été identifiés dans la NCDB, avec des durées médianes de suivi de 97,7 mois et 

137,2 mois, respectivement. Les statistiques de l’aire sous la courbe (AUC) pour la 

prédiction de la SG à 5 et 10 ans étaient respectivement de 0,772 et 0,778. Les différences 

absolues de mortalité à 5 ans et à 10 ans entre les valeurs prédites et observées étaient 

respectivement de 0,02 % à 0,09 % et de 0,01 % à 0,11 %, en fonction du nombre de 

ganglions positifs. Dans la cohorte complète, la différence absolue de mortalité à 5 ans 

était de 0,05 % et la différence absolue de mortalité à 10 ans était de 0,06 %(122).  

 

Ces calculateurs ne doivent cependant pas être considérés comme un substitut aux tests 

diagnostiques moléculaires, car ils ne prennent pas en compte tous les biomarqueurs et 

les relations entre la biologie des tumeurs et les effets du traitement. En effet, des 

patientes aux mêmes caractéristiques cliniques et pathologiques peuvent avoir des 

évolutions cliniques très différentes et cela ne peut pas être prédit par des modèles 

clinico-pathologiques, d’où l’intérêt de classifieur hybride prenant en compte à la fois les 

données clinico-pathologiques et les données biologiques afin d’établir une meilleure 

classification individuelle. 
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e) LA CLASSIFICATION INTRINSEQUE DITE « CLASSIFICATION MOLECULAIRE » 

Les études d'expression génique de Perou et Sorlie ont permis d'identifier plusieurs sous-

types distincts de cancer du sein qui diffèrent nettement par leur pronostic et par les 

cibles thérapeutiques qu'ils expriment(123–131). La liste de gènes qui différencie ces 

sous-types est appelée liste intrinsèque et se compose de plusieurs groupes de gènes liés 

à l'expression du récepteur des œstrogènes (ER) (le groupe luminal), à l'expression du 

récepteur 2 du facteur de croissance épidermique humain (HER2) et à un groupe unique 

de gènes appelé groupe basal. 

 

Les tumeurs luminales A, qui représentent environ 40 % de tous les cancers du sein, 

présentent généralement une forte expression des gènes liés au RE, une faible expression 

du groupe de gènes HER2 et une faible expression des gènes liés à la 

prolifération(132,133). Les tumeurs luminales A sont le sous-type le plus courant et, en 

général, ont le meilleur pronostic de tous les sous-types de cancer du sein(128–130,134–

136). 

 

Les tumeurs luminales B, moins fréquentes (environ 20%), présentent une expression 

relativement faible (bien que toujours présente) des gènes liés au RE, une expression 

variable du groupe HER2 (mutations ou amplifications géniques) et une expression plus 

élevée du groupe de prolifération. Les tumeurs luminales B ont un pronostic plus 

défavorable que les tumeurs luminales A(135). La plupart des cancers luminaux B ont des 

scores de récidive élevés, tels qu'évalués par le recurrence score à 21 gènes (Oncotype 

DX®), et des signatures pronostiques péjoratives à 70 gènes (Mammaprint®)(132). 

 

Le groupe HER2-enrichi représente environ 10 à 15 % des cancers du sein et se 

caractérise par une forte expression des groupes de gènes de l’amplicon erbB2 et de 

prolifération et une faible expression des groupes de gènes luminaux et basaux(137,138). 
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Environ 50% des tumeurs HER2 positives en immunohistochimie et en hybridation in situ 

sont ER positives et donc luminales B. 

 

Pour finir, le groupe des ER-négatifs comprend de multiples sous-types, tels que les sous-

types basal-like, claudin-low(124), interferon-rich(139), et les sous-types 

mésenchymateux et luminaux de récepteurs d'œstrogènes(140), entre autres. La plupart 

d'entre eux entrent dans la catégorie des cancers du sein triple négatifs car ils sont 

également PR négatifs et HER2 négatifs. Les tumeurs triple-négatives présentent une 

forte instabilité génétique. Plusieurs études ont montré que cette catégorie de tumeurs 

englobait la plupart des tumeurs mammaires liées à des mutations breast cancer 1 

(BRCA1). Cependant, ce groupe englobe également des tumeurs de types 

histopathologiques rares, certains étant de bon pronostic comme les carcinomes 

adénoïdes kystiques(141). 

 

Cependant, cette classification moléculaire intrinsèque n’est pas utilisée en routine 

clinique. La conférence internationale de consensus sur le cancer du sein de Saint-Gallen 

de 2013 a défini un substitut anatomo-pathologique, basé sur des modifications 

d’expression protéique visibles en immunohistochimie (IHC), qui a été largement 

utilisé(142) et qui sert toujours de base pour la prise en charge des patients ce jour : 

luminal A (ER+ and/or PR+, HER2− and Ki67% < 30%), luminal B HER2− (ER+ and/or 

PR+, HER2− and Ki67% ≥ 30%), luminal B HER2+ (ER+ and/or PR+ and HER2+), HER2-

neu non-luminal (ER/PR− and HER2+) and basal-like (ER/PR− and HER2−). Cependant, 

certains sous-types moléculaires, tels que les sous-types Luminaux, ont été difficiles à 

classer en raison de divergences significatives (jusqu'à 30%) dans l'évaluation des 

paramètres immunohistochimiques avec la classification moléculaire évaluée par PAM50 

[4]. Cette hétérogénéité d’expression moléculaire révèle la nécessité d’élaborer des 

signatures hybrides multi-omiques, spécifiques, afin d’améliorer le pouvoir discriminatif 

de l’étude anatomo-pathologique seule. 
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f) SIGNATURES GENOMIQUES 

L'émergence des techniques de génomique et de transcriptomique et la capacité de 

mesurer simultanément l'expression de milliers de gènes ont conduit à l'identification de 

profils pronostiques basés sur la biologie.  L’expression de plusieurs gènes impliqués dans 

la caractérisation, la progression et l’agressivité tumorale, parfois associée aux 

caractéristiques clinico-pathologiques permet d’établir un score de récidive ou d’estimer 

une survie sans métastases. Plusieurs scores ont été validés et sont utilisés en clinique. 

Bien que les contributions pronostiques de gènes spécifiques soient inconnues, le panel 

dans son ensemble est plus efficace pour le pronostic que les caractéristiques 

clinicopathologiques telles que le grade ou le Ki-67. Ces signatures pronostiques et 

prédictives ont pour objectif de permettre de diminuer le recours à la chimiothérapie et 

d’améliorer la qualité de vie des patientes sans risquer de perte de chance ; ou à l’opposé, 

d’indiquer une agressivité tumorale qui motiverait la mise en place d’une chimiothérapie 

adjuvante et d’éviter un sous-traitement.  

 

Au niveau biologique, plusieurs OMIQUEs sont explorés :  

 Le test Prosigna® analyse 50 gènes (PAM50) par n-counter à barcodes sur lames FFPE. 

Ce test concerne les tumeurs RH+/HER2– de stade précoce, avec ou sans atteinte 

ganglionnaire. L’analyse de ces 50 gènes associée à la taille de la tumeur et au nombre 

de ganglions atteints permet, grâce à un algorithme, de fournir le sous-type 

intrinsèque (luminal A/B, HER2, basal-like), le risque de récidive à 10 ans 

(pourcentage individuel et classification du risque) et le score ROR (risk of relapse) 

allant de 0 à 100(143). Parmi les 50 gènes d’intérêt, 46 permettent de définir les types 

moléculaires, et 19 gènes de prolifération permettent de définir un score de 

prolifération. Aucune étude prospective n’a été réalisée. 
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 Le test Mammaprint® identifie l’expression de 70 gènes par microarray sur FFPE ou 

prélèvements congelés. Il prédit le risque métastatique à 5 ans et stratifie les patientes 

en 2 groupes : faible et haut risque. Elle a été étudiée pour des tumeurs RE+/RE– et 

pN0/N+ dans un essai prospectif international MINDACT(144). Tian et al. ont 

rapporté une analyse d'interactions protéine-protéine sur les gènes impliqués dans 

cette signature. Les 70 gènes formeraient des réseaux fortement interconnectés et 

leurs niveaux d'expression seraient régulés par des gènes clés liés à la carcinogénèse 

tels que TP53, RB1, MYC, JUN et CDKN2A. Les fonctions biologiques des 70 gènes 

pourraient être associées aux étapes essentielles de la progression tumorale et des 

métastases : inhibition de l’apoptose, prolifération cellulaire, invasion et 

angiogenèse(145). Aucune étude prospective n’a été réalisée. 

 Le Génomic Grade IndexTM analyse 97 gènes par microarray sur FFPE ou prélèvements 

congelés. Les 97 gènes d’intérêt sont liés au cycle cellulaire et à la prolifération. Parmi 

les 20 gènes les plus surexprimés figurent UBE2C, KPNA2, TPX2, FOXM1, STK6, 

CCNA2, BIRC5 et MYBL2. Cette signature devait initialement être utile pour 

différencier les tumeurs de grade SBR II en 2 groupes de risque de rechute. Cependant, 

les études ont mis en évidence une catégorie intermédiaire, y compris au niveau 

génomique (equivocal genomic grade)(130,146). Finalement, comme l’index de 

prolifération Ki67, le Génomic Grade Index apporte des informations 

complémentaires pour mieux prédire le risque de rechute à distance. Cette signature 

a été utilisé dans l’essai prospectif Astrer 70 (sujets âgés > 70 ans). 

 Les test Oncotype DX® analyse 21 gènes par quantitative reverse transcription - 

polymerase chain reaction (qRT-PCR) sur FFPE.  Cette signature est utilisée dans deux 

études prospectives randomisées pour prédire la récidive à 10 ans de tumeurs RE+ 

sans envahissement ganglionnaire (TAILORx(147)) ou avec 1-3 ganglions atteints 

(RxPonder(144)). Plusieurs gènes sont étudiés : la voie des récepteurs hormonaux 

(RE, RP, BCL2, SCUBE2), la voie HER2 (HER2, GRB7), la prolifération (Ki67, STK1, 
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BIRC5, CCNB1, MYBL2) et l’invasion (MMP11, CTSL2). Selon leur niveau d’expression, 

le Recurrence Score (RS) est calculé́ (de 0 à 100).  

 

 Le test EndoPredict® analyse 11 gènes par quantitative reverse transcription - 

polymerase chain reaction (qRT-PCR) sur FFPE. Les gènes d’intérêt sont DHCR7, 

AZGP1, MGP, STC2, BIRC5, UBE2C, RBBP8, IL6ST, gènes impliqués dans la 

carcinogénèse(148). Le score EndoPredict® (EP) a été évalué́ de façon rétrospective 

et a montré́ une valeur pronostique pour la récidive à 10 ans de tumeurs RE+/HER2. 

Cette signature se compose d’un score génomique associé à la taille tumorale et au 

statut ganglionnaire (score EPclin, variant de 0 à 6). 

 

 Le test Breast Cancer Index (BCI) analyse 7 gènes par quantitative reverse 

transcription - polymerase chain reaction (qRT-PCR) sur FFPE. Les gènes d’intérêt 

sont HOXB13/IL17BR, BUB1, CENPA, NEK2, RACGAP1, RRM2. 

 

De ce fait, au niveau validité et utilité clinique, seules 3 de ces signatures ont été validées 

par des essais randomisés prospectifs de phase III : Oncotype DX, MammaPrint et 

Genomic Grade Index. MINDACT(144), TAILORx(147) et RxPonder(149), ont apporté des 

perspectives supplémentaires sur l'utilisation de MammaPrint et d'Oncotype Dx pour les 

patientes atteintes d’un cancer du sein de pronostic intermédiaire. ASTER 70 s’est focalisé 

sur la population > 70 ans pour guider le choix d’une chimiothérapie. Nous ne 

développerons par la suite que les Test MammaPrint et Oncotype DX, dont les populations 

d’étude correspondent à la question de thèse explorée. 

 

Les principaux résultats de MINDACT(144), TAILORx(147) et RxPonder(149) sont 

présentés ci-dessous : 
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Figure 6. Principales études prospectives de validation de signatures génomiques.  

N- : absence d’envahissement ganglionnaire; 1-3N+ : 1 à 3 ganglions envahis en axillaire ; 

RS : recurrence score ; n : effectif ; R : randomisation ; CT : chimiothérapie ; HT : 

hormonothérapie ; Cbas : risque clinique bas ; Célevé : risque clinique élevé ; Gbas : risque 

génomique bas ; Ghaut : risque génomique haut.  

 

 

 

Tableau 2.  Principaux résultats des études prospectives de validation de signature 

génomique. IDFS: invasive disease-free survival; DMFS: distant metastasis-free survival ; 

TC : taxane-cyclophosphamide; A(+/-T) : anthracyclines (+/- taxanes); HR : hazard ratio;  
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Finalement, les principales signatures disponibles sont résumées dans la table ci-

dessous : 

 

 

Tableau 1. Principaux tests moléculaires commercialisés (adapté de (150).  

RE : récepteur aux œstrogènes; N : node; N0 : absence d’envahissement ganglionnaire; N+ : 

envahissement ganglionnaire; 1-3N+ : 1 à 3 ganglions axillaires envahis.  

 

 

 

Au vu de l’ensemble de ces données, une revue bibliographique actualisée a été réalisée 

par André et al.(151) dans le cadre de la mise à jour des recommandations de l’ASCO en 

2022, reprenant l’ensemble des essais cliniques publiés entre janvier 2016 et octobre 

2021 et comprenant des données de survie globale, de survie sans maladie ou sans 

récidive. Ci-dessous sont résumées les indications actuelles en fonction des contextes 

cliniques : 
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Figure 7. Algorithme d’utilisation des signatures génomiques pour guider les 

décisions sur l'hormonothérapie adjuvante et la chimiothérapie adjuvante. a) 

Uniquement chez les patientes présentant un risque clinique élevé selon la catégorisation 

MINDACT. b) Uniquement si validé localement et avec d'autres paramètres chez les 

patientes n'ayant pas accès aux tests génomiques. c) Peut également être proposé aux 

patientes ayant reçu 5 ans d'hormonothérapie sans preuve de récidive. d) Ce biomarqueur 

n'est plus utilisé. BC : Breast Cancer Index ; ER : récepteur des œstrogènes ; HER2 : récepteur 

2 du facteur de croissance épidermique humain ; IHC4 : immunohistochimie 4 ; NEG : négatif 

; PAI-1 :  inhibiteur de l'activateur du plasminogène-1 ; POS : positif ; uPA : activateur de 

l'Urokinase plasminogène ; N0 : absence d’envahissement ganglionnaire ; N+ : 

envahissement ganglionnaire ; node : ganglion. 

 

 

Finalement, ces signatures bien qu’informatives montrent de nombreuses limites : 

(1) elle ne sont utiles que pour les cancers du sein RH+/HER2- à risque intermédiaire, 

permettant souvent une désescalade thérapeutique.  Aucun de ces tests n'est 

recommandé pour guider le traitement des personnes atteintes d'un cancer du sein 

HER2-positif ou triple-négatif. 

(2) les indications d’utilisation de ces signatures varient régulièrement et restent régulées 

du fait du coût financier pour chaque établissement prescripteur. En effet, ces signatures 
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ne sont pour le moment pas remboursées et restent à la charge de l’établissement 

prescripteur dans l’enveloppe RIHN (référentiel des actes innovants hors nomenclature 

de biologie et d'anatomopathologie).  

(3) les signatures moléculaires ne possèdent que peu de gènes en commun parmi les 

milliers de gènes analysés. Toutes présentent des gènes impliqués dans la prolifération 

cellulaire. Les études de concordances donnent des résultats discordants. La concordance 

pour Mammaprint® et Oncotype DX® serait comprise entre 77 et 81%. D’autres études 

retrouvent des discordances dans plus de 50% des échantillons (κ variant de 0,33 à 0,60) 

en cas d’analyses par plusieurs signatures dont Oncotype DX®, Prosigna®, Mammaprint® 

et deux signatures immunohistochimiques IHC4. Cette controverse alimente toujours la 

question du possible impact du choix du test dans la décision thérapeutique ultime. 

 

 

3. Introduction à la métabolomique dans le cancer du sein 

 

Comme conclus précédemment, les signatures génomiques visant la classification des 

tumeurs possèdent quelques limitations. De plus, ces signatures génomiques n’ont pas 

pour objectif d’identifier des cibles thérapeutiques spécifiques nouvelles pouvant 

permettre d’accéder à des thérapies ciblées. L’idéal serait de pouvoir déterminer les 

tumeurs avec critères d’agressivité tumorale et de pouvoir déterminer les voies 

d’activation finale, d’où l’idée d’utiliser la métabolomique. 

 

a) APPORT DE LA METABOLOMIQUE DANS LA BIOLOGIE DU CANCER DU SEIN 

Les premières études ont été réalisées fin des années 90, début des années 2000 (21,152–

156) en comparant les profils métaboliques sur tumeurs malignes(21,152,154,155), sur 

adénopathies métastatiques(156) ou sur cytoponction tumorale diagnostique(153) aux 

tissus sains ou aux tumeurs bénignes. Par exemple, Sitter et al. ont utilisé les rapports des 

composés de la choline pour la détermination d’éventuelles infiltrations cancéreuses des 



 

 

 

 

43 

tissus adjacents à la tumeur, avec une sensibilité de 82% et une spécificité de 100%(154). 

Aboud et al. ont confirmé une élévation de la choline, une faible taux de 

glycérophosphocholine et un faible taux de glucose dans les tissus cancéreux du sein par 

rapport aux tissus sains ou aux tumeurs bénignes(157). D’autres études plus récentes ont 

été réalisées sur biopsies liquides. Da Cunha et al. ont mis en évidence, grâce à une analyse 

non ciblée sur plasma en ultra-HLPC/MS, une signature métabolique spécifique, 

composée de 16 métabolites, capable de différencier les patientes porteuses d’un cancer 

du sein des patients du groupe contrôle avec une performance de 0,9279(158). D’autres 

études de détection précoce ont également été réalisées sur le plasma(159,160), l’urine 

(161,162) ou encore la salive(163,164). Ainsi, Murata et al. ont montré sur des 

prélèvements salivaires que les polyamines étaient significativement plus élevées dans la 

salive des patients atteints d'un cancer du sein par rapport aux patientes du groupe 

témoin. Par exemple, la spermine avait une AUC à 0,766 (IC95 % : 0,671-0,840, p < 

0,0001)(163).  

Une étude de cohortes sur plasma (3248 plasmas analysés) a même décrit des métabolites 

prédictifs du risque de développer un cancer du sein, ou du risque de décès. Une 

corrélation inverse était observée entre l’augmentation des concentrations d’asparagine 

et de certaines phosphatidylcholines avec le risque de cancer du sein, et une corrélation 

positive était retrouvée entre les concentrations d’acylcarnitine et le risque de 

décès(165). 

Le métabolisme énergétique a également été exploré. La glycolyse dans les cellules 

cancéreuses du sein s’est révélée caractérisée par une diminution du taux de 

glucose(166–168) et une augmentation du taux de lactate(163,169,170), révélateur de 

l’effet Warburg. La glycolyse, la glycogénolyse, le cycle de l'acide tricarboxylique (cycle de 

Krebs), la prolifération et les voies d'oxydoréduction, étaient significativement altérés 

dans le cancer du sein, avec des taux accrus en cas de formes agressives(47,171,172). Par 

ailleurs, plus de 30 métabolites endogènes ont été identifiés dans les tissus mammaires. 
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Plusieurs voies qui influencent les niveaux de glutamine(173), de lipides(174), de 

sérine(175), la traduction des protéines(176) et le métabolisme du cholestérol(177) ont 

été démontrées être régulées à la hausse dans le cancer du sein(47). Ces changements 

étaient rattachés à l’activation de voie de transduction sous-jacente, comme l'activation 

des facteurs inductibles par l'hypoxie (HIF) (178,179), de mTOR(180–182), des 

récepteurs aux œstrogènes(183), phosphatidyl-inositol-3 kinase (PI3 kinase)(184,185), 

AMP-activated protein kinase (AMPK)(186,187). 

 
Figure 8. Voies métaboliques modifiées dans les cellules cancéreuses du sein (adapté 

de Wang et al.(188)). Cycle TCA: tricarboxylic acid cycle (cycle de Krebs); PI3K: 

phosphatidylinositol 3-kinase; AKT: serine/threonine kinase; AMPK: AMP-activated protein 

kinase; LKB1: kinase hépatique B1; NADP: nicotinamide adénine dinucléotide phosphate; 

NADPH: nicotinamide adénine dinucléotide phosphate hydrogène; ATP: adénosine 

triphosphate; CO2 : dioxyde de carbone; O2 : dioxygène; ROS: reactive oxygen species; mTOR: 

mammalian target of rapamycin; GLS: glutaminase; Acetyl-CoA: acétyl-coenzyme A; SREBP: 

sterol regulatory element binding protein. 
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Les données de la métabolomique ont par la suite permis de distinguer les sous-types 

moléculaires ER et HER2 en utilisant le ratio glutamate/glutamine et la glycolyse aérobie 

comme biomarqueurs(189), ces métabolites pouvant être utilisés comme indicateur 

potentiel de l'agressivité du cancer du sein(190). De même, les métabolites des voies 

énergétiques telles que la glycolyse, le cycle de KREBS et la bêta-oxydation se sont révélés 

plus élevés dans les cancers du sein à récepteurs hormonaux négatifs et triple-négatifs 

par rapport aux cancers du sein à récepteurs hormonaux positifs, ce qui était 

positivement corrélé à l'agressivité du cancer du sein(171). Des études similaires ont été 

réalisées sur le plasma. Fan et al. ont montré que comparativement au groupe HER2-

négatif, le groupe HER2-positif avait une glycolyse aérobie élevée, une gluconéogenèse et 

une biosynthèse accrue d'acides gras avec un cycle de Krebs réduit. Comparé au groupe 

RE-négatif, le groupe RE-positif avait une augmentation du métabolisme de l'alanine, de 

l'aspartate et du glutamate, une diminution du catabolisme des glycérolipides et une 

augmentation du métabolisme des purines(191). Les métabolites spécifiques de la 

mutations BRCA1 ont également été recherchées à partir de lignées cellulaires de cancer 

du sein puis validés sur des prélèvements de plasma de patientes porteuses d’un cancer 

du sein triple-négatif héréditaire (HBOC syndrome), BRCA1 muté ou non. Les niveaux 

plasmatiques d'adénine, de N6-méthyladénosine et de 1-méthylguanine ont pu distinguer 

les patientes atteintes d’un syndrome HBOC TN BRCA1 muté des patientes atteintes d’un 

syndrome HBOC TN BRCA non muté(192). 

Plus récemment, la métabolique a été utilisée comme facteur prédictif et pronostique. 

Gong et al. ont étudié la dérégulation métabolique dans les cancers du sein triple négatif 

(TNBC) en utilisant une base de données multi-omiques (n = 465). Ils ont classé les 

échantillons de TNBC en trois sous-types hétérogènes basés sur les voies métaboliques 

(lipogénique, glycolytique ou mixte), avec des pronostics, des distributions de sous-types 

moléculaires et des altérations génomiques distincts. En outre, ils ont montré que le sous-

type lipogénique était plus sensible aux inhibiteurs métaboliques ciblant la synthèse des 
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acides gras, tandis que le sous-type glycolytique s'est révélé plus sensible aux inhibiteurs 

ciblant la glycolyse et avec une meilleure réponse tumorale à l'immunothérapie anti- 

protéine 1 de la mort cellulaire programmée (anti-PD1) avec inhibition de la lactate 

déshydrogénase. Leur étude démontre l'hétérogénéité métabolique des cancers et 

souligne l'importance des thérapies personnalisées ciblant des profils métaboliques 

spécifiques(193). Autre exemple, le ciblage de GLUT-1, un transporteur de glucose 

présent à des niveaux élevés dans le cancer du sein, a permis l’inhibition sélective de la 

croissance des lignées cellulaires de cancer du sein(194). Par ailleurs, les métabolites 

issus du métabolisme secondaire des acides biliaires, de la dégradation des acides aminés, 

de la production d'acides gras à chaîne courte et des hormones déconjuguées ont pu être 

mesurés pour prédire la résistance au tamoxifène, l'apoptose induite par les hormones, 

l'agressivité du cancer et l'inhibition de l'histone désacétylase (HDAC)(195–197). Au 

niveau pronostique, des taux de survie à 5 ans plus faibles ont été associés à des niveaux 

plus élevés de lactate(198).  

Pour finir, l’arrivée des biopsies liquides, avec l’analyse des fluides (urine, salive, plasma), 

a ouvert le champ des applications avec des possibilités de détection de progression 

métastatique(199), et de suivi en cours de traitement(200,201). 

 

b) FOCUS SUR LE METABOLISME DES ACIDES AMINES DANS LE CANCER DU SEIN 

Plusieurs acides aminés ont un intérêt prouvé dans le cancer du sein. Des niveaux élevés 

de cystéine sont associés à des dommages oxydatifs et à une surproduction de radicaux 

libres qui entraînent des mutations génétiques(202). Les changements métaboliques 

majeures des niveaux de choline et de proline sont connus pour être caractéristiques du 

cancer du sein métastatique(203). L'altération des taux d'arginine et d'asparagine est 

également corrélée au cancer du sein. Il a été démontré que les cancers du sein sont 

fortement dépendants de la L-arginine(204). Une supplémentation en L-arginine 

renforcerait les réponses immunitaires innées et adaptatives et inhiberait la croissance 



 

 

 

 

47 

du cancer du sein(205). Une étude menée chez des femmes préménopausées a révélé 

qu'une augmentation des taux plasmatiques d'arginine entraînait une diminution des 

taux plasmatiques d'insuline, de facteur de croissance 1 et d'œstradiol(206). La 

diminution de la biodisponibilité de l'asparagine, soit en réduisant l'asparagine 

alimentaire, soit en inhibant l'asparagine synthétase, a réduit les métastases du cancer du 

sein(207).  

 

Parmi les dérivés polyamines (synthétisées à partir de deux acides aminés : la L-

méthionine et la L-ornithine), les N1,N12-diacétylspermines ont récemment attiré 

beaucoup d'attention en oncologie, et les diacétylspermines urinaires ont été décrites 

comme des marqueurs tumoraux très sensibles dans de nombreux cancers, notamment 

le cancer du sein(208–211). Des études précédentes ont montré que des niveaux élevés 

de polyamines acétylées sont trouvés dans le cancer du sein en association avec une 

augmentation simultanée de l'activité de la spermine et de la spermine N1 

acétyltransférase (SAT1), et une diminution de l'activité de la polyamine oxydase(212).  

 

Une étude fonctionnelle a examiné les effets de la spermine sur le récepteur d'œstrogène 

(ER) (213). Les résultats obtenus suggèrent que la spermine joue un rôle important dans 

la régulation de la liaison du ligand au RE et dans l'activation des gènes, et donc également 

dans la résistance aux hormones. Le diacétylspermine (DiAcSpm) a été étudié par 

Fahrmann et al. chez des patientes atteintes d'un cancer du sein triple négatif 

(TNBC)(214). Les échantillons de sérum de patientes TNBC ont montré un niveau de 

DiAcSpm plus élevé que les échantillons de patientes non TNBC et de volontaires sains.  

 

Dans une cohorte prospective, les auteurs ont observé que les taux sériques de DiAcSpm 

avaient significativement augmenté chez les patientes présentant une récidive précoce 

(<1 an). Les taux sériques plus élevés de DiAcSpm étaient également associés à une survie 

sans métastase à distance et à une survie globale à 5 ans plus faible. En outre, Fahrmann 

https://www.aquaportail.com/definition-3758-acide-amine.html
https://www.aquaportail.com/definition-12307-methionine.html
https://www.aquaportail.com/definition-8886-ornithine.html
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et al. ont fourni des preuves que des niveaux élevés de DiAcSpm dans le plasma sont 

associés à plusieurs sous-types de tumeurs TNBC caractérisés par un faible infiltrat 

immunitaire, des signatures génétiques liées à l'immunité réduites, une faible survie 

globale et des métastases.  

 

Concernant la voie du tryptophane, Tang et al. ont montré que les niveaux de kynurénine 

étaient significativement plus élevés dans les tumeurs ER-négatives par rapport aux 

tumeurs ER-positives(215). De plus, l'altération des profils d'expression de la sérotonine 

et des récepteurs de la sérotonine a été rattachée à une dérégulation de l'homéostasie 

épithéliale, qui a été associée aux événements initiaux du développement du cancer du 

sein, à la cancérogénèse et à la progression tumorale(216–219). 
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4. Introduction au travail de thèse 

a) OBJECTIF DE THESE 

L’objectif initial de cette thèse était de déterminer des marqueurs métabolomiques qui 

soient prédictifs et/ ou pronostiques dans le cancer du sein non-métastatique. 

 

Pour cela, les marqueurs métabolomiques devaient remplir trois niveaux de validité 

clinique (220,221): 

●Validité analytique : la validité analytique fait référence aux aspects techniques d'un test, 

notamment la précision, la reproductibilité et la fiabilité. 

●Validité clinique : la validité clinique est la capacité d'un facteur à séparer une 

population d'intérêt en deux sous-groupes, ou plus, qui diffèrent en termes de résultats 

biologiques ou cliniques. Cependant, la validité clinique n'implique pas qu'un facteur soit 

utilisé dans les soins directs aux patients. 

● Utilité clinique : l'utilité clinique implique qu'un facteur soit utile pour les soins aux 

patients, qu’il ait une utilité clinique basée sur la preuve qu'il a un impact sur les résultats 

lorsqu'il est comparé à une utilisation clinique sans lui. L'utilité clinique nécessite 

l'hypothèse d'une utilisation ou d'un contexte spécifique dans lequel le facteur est 

pertinent. 

 

Actuellement, aucun marqueur métabolomique n’est validé d’utilité clinique. L’objectif 

premier était donc de confirmer la validité analytique et clinique d’un marqueur 

métabolomique dans le cancer du sein non-métastatique avant de pouvoir envisager une 

étude d’utilité clinique. 
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b) ÉTAPE TRANSLATIONNELLE 

Pour cela, nous avions besoin d’avoir accès à une cinquantaine de tumeurs congelées 

provenant de patientes prises en charge pour un cancer du sein localisé ou localement 

avancé, de toute histologie confondu, naïves de tout traitement néoadjuvant, avec 

indication potentielle de chimiothérapie adjuvante (présence de critères d’agressivité). 

La première étape de ce projet a donc été la création d'un réseau de collaboration entre 

oncologues médicaux, médecins nucléaires, statisticiens et anatomopathologistes pour 

pouvoir identifier, au sein de la tumorothèque du Centre Antoine Lacassagne, les 

prélèvements permettant de répondre à la question posée.  

Les étapes clés ont été : 

 Recherche de financements et soutien institutionnel du Centre Antoine Lacassagne 

 Présentation du projet aux différents acteurs 

 Rédaction d’une demande de mise à disposition des prélèvements 

 Recherche des tumeurs correspondant aux critères d’inclusion principaux 

 Stabilisation de la base de données cliniques 

 Déclarations réglementaires CNIL 

 Vérification de la qualité des prélèvements avant destockage 

 Destockage des tumeurs par le Centre de Recherche Biologique 

 Acheminement des tumeurs au laboratoire de métabolomique TIRO 

 Préparation des échantillons 

 Analyse par LC-MS/MS 

 Étape pré-analytique : filtrage, validation des données de métabolomiques 

 Étape analytique : biologique et statistique 

Dans un second temps, le Centre Georges-François Leclerc a accepté de participer au 

projet en mettant à disposition les prélèvements de biopsies diagnostiques de patientes 

suivies pour un cancer du sein localement avancé, avec une indication de chimiothérapie 
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néoadjuvant avant chirurgie. Cette deuxième cohorte était composée de tumeurs plus 

avancées, avec un profil majoritairement plus agressif, permettant de constituer une 

cohorte de validation externe. Les prélèvements ont été acheminés puis traités en LC-

MS/MS indépendamment de ceux de la cohorte niçoise. Afin de pouvoir comparer les 

bases de données, seules les métabolites communs ont été gardés par fusion des bases. 

Un travail d’identification a permis d’enrichir la base de métabolites d’intérêt et des 

étapes de filtrage et de suppression des doublons et de fusion des lignes dédoublées ont 

été ajoutées à la procédure.  

Ces étapes seront développées par la suite dans les parties méthodologie générale et 

spécifique.  

c) ÉTAPE ANALYTIQUE 

Avec les données métabolomiques obtenues, nous avons réalisé une analyse non 

supervisée de faisabilité et avons comparé la performance de la classification de 5 

méthodes de machine learning non supervisées (sans question posée) aux données de 

survie simulée par PREDICT tool (Article 1) et aux données de vie réelle (Article 2). Cette 

première étape avait pour but de me familiariser avec la métabolomique, les méthodes 

d’analyse et de vérifier la précision, la reproductibilité et la fiabilité de la métabolomique 

pour ce qui est de prédire les données de survie. Ces analyses n’ont été réalisées que sur 

la cohorte niçoise. 

Nous avons également réalisé en parallèle une analyse supervisée comparant des 

tumeurs invasives de haut grade et des tumeurs de grade bas/intermédiaire en utilisant 

une cohorte d’entrainement (Nice) et une cohorte de validation (Dijon) (Article 3) pour 

déterminer les métabolites d’agressivité tumorale. Cette deuxième partie avait pour but 

d’élaborer une signature métabolomique validée des cancers du sein non-métastatiques 

de haut grade pour ensuite analyser les métabolites d’intérêt, afin de trouver de nouvelles 

cibles thérapeutiques. 
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VI. Méthodologie 

 

La méthode globale d’analyse métabolomique optimale dépend du matériel source et de 

l'application. Diverses technologies et méthodes de séparation et de détection peuvent 

être utilisées pour acquérir des données brutes, qui constituent ensuite le point de départ 

de l'analyse informatique. 

 
Figure 9. Les principales étapes d’une analyse métabolomique (d’après Schmidt et 

al.(7)). IRM-S : spectroscopie par résonance magnétique; MS : mass spectrometry : 

spectrométrie de masse; GC : gas chromatography: chromatographie en phase gazeuse; LC: 

liquid chromatography: chromatographie en phase liquide; CE: capillary electrophoresis : 

électrophorèse capillaire; RMN: résonance magnétique nucléaire; MALDI-MSI: Matrix-

assisted laser desorption/ionization mass spectrometry imaging: imagerie par 

spectrométrie de masse de type MALDI(désorption/ionisation laser assistée par matrice). 

 

Après une introduction générale sur la LC-MS, la méthodologie spécifique pré-analytique 

de cette thèse sera développée. 
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1. Méthodologie générale LC-MS 

a) ENTRE RMN ET LC-MS 

La métabolomique se base sur l’obtention d’empreintes métaboliques par différentes 

méthodologies analytiques. Pour être utile dans un projet de métabolomique, une 

méthode analytique doit présenter une haute résolution permettant l’identification et 

l’analyse qualitative et/ou quantitative d’un grand nombre de métabolites. Elle doit 

également être rapide pour permettre l’analyse de nombreux échantillons nécessaires 

pour le traitement statistique, ce qui la qualifie comme méthode d’analyses à haut débit. 

Les deux plateformes analytiques les plus couramment utilisées sont : la spectroscopie en 

résonance magnétique nucléaire (RMN ou NMR en anglais) et la spectrométrie de masse 

(MS). 

 

La spectroscopie RMN donne des informations structurales sur les métabolites en 

utilisant les propriétés magnétiques de certains noyaux atomiques, comme l’hydrogène 

(1H) et le carbone (13C). La RMN est une technique non-destructive, hautement 

reproductible et quantitative. La préparation des échantillons est simple et une large 

gamme de métabolites peut être analysée. Cependant, la RMN est limitée par sa faible 

sensibilité, ce qui restreint son application à la mesure des métabolites les plus abondants 

dans un échantillon(222,223).  

 

La spectrométrie de masse (MS) est une méthode analytique qui sépare les molécules 

chargées (ions) en fonction de leur rapport masse sur charge (m/z) permettant ainsi la 

détection et l’identification des métabolites. Les spectromètres de masse sont constitués 

de quatre parties fondamentales :  

1) un système de manipulation destiné à introduire l’échantillon dans le dispositif. 

L’échantillon est injecté soit directement dans le spectromètre de masse (infusion 
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directe), soit via un système de séparation, par exemple une chromatographie en 

phase liquide (LC)* ou en phase gazeuse (GC)*.  

2) une source d’ions. Les molécules à analyser contenues dans l’échantillon sont 

ionisées par une source d’ionisation.  

3) un analyseur qui sépare les particules en fonction de leur rapport m/z. Elles sont 

ensuite fragmentées dans une cellule de collision pour permettre l’identification 

de leur structure chimique (cf. paragraphe MS1 et MS2)(224).   

4) un détecteur dans lequel les composants des ions séparés sont récupérés et 

caractérisés.  

 

* LC/GC : La séparation des métabolites repose sur la différence d’affinité de ces composés 

pour la phase mobile et pour la phase stationnaire. Plus la molécule a d’affinité pour la 

phase stationnaire, moins elle est entraînée par la phase mobile, et donc plus elle est 

retenue sur la colonne. La chromatographie en phase liquide (LC) est une méthode de 

séparation qui utilise une phase mobile liquide pour entraîner les composants du mélange 

à travers une phase stationnaire solide ou liquide. Les composants du mélange se 

séparent en fonction de leur affinité pour la phase stationnaire et de leur solubilité dans 

la phase mobile liquide. La chromatographie en phase gazeuse (GC), quant à elle, utilise 

une phase mobile gazeuse pour entraîner les composants d'un mélange à travers une 

phase stationnaire solide ou liquide. Les composants se séparent en fonction de leur 

affinité pour la phase stationnaire et de leur volatilité dans la phase mobile gazeuse. Si les 

métabolites d’un échantillon ont des coefficients de partage différents, alors leurs durées 

de parcours dans la colonne seront différentes. Ainsi, les métabolites se séparent puis 

sortent de la colonne les uns après les autres. La durée entre le temps d’injection et le 

temps de sortie de colonne d’un métabolite est son « temps de rétention »(225,226). 
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Figure 10. Principe de LC-MS/MS. MS 1 : spectre de masse initial ;  MS2 : MS/MS spectre 

de masse après collision. 

 

L’analyse en LC-MS/MS génère ensuite des données spectrales (MS1/MS2) qui sont 

traitées par différents outils informatiques et statistiques pour donner la liste des 

métabolites ayant significativement variés. Ces métabolites sont ensuite étudiés dans les 

voies métaboliques pour faciliter l’interprétation biologique.  

Par rapport à la RMN, la MS est une technique d’une grande sensibilité permettant la 

détection de variations de métabolites présents en quantités moins importantes. En 

revanche, la MS est parfois confrontée à des problèmes de reproductibilité et la 

quantification reste relative dans le cas de l’approche non-ciblée(227,228). La MS est une 

technique destructive, nécessitant une préparation de l’échantillon.  

La spectroscopie RMN, la GC-MS et la LC-MS sont 3 approches qui présentent chacune des 

avantages et des limitations (229–231). Ces trois techniques, les plus utilisées aujourd’hui 

en métabolomique, sont souvent complémentaires et de nombreuses études ont été 

réalisées en les combinant dans le but d’élargir la couverture des métabolites détectables 

et quantifiables(232,233). 
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b) DONNEES OBTENUES PAR LC-MS/MS : MS1 ET MS2 

Les métabolites à analyser sont séparés par chromatographie en phase liquide en fonction 

de leur polarité. Tout au long de la séparation chromatographique, ces métabolites sont 

détectés par spectrométrie de masse, produisant des spectres de masse (ou spectres 

MS1). L’abondance relative des métabolites, représentée par l’intensité des courants 

ioniques des métabolites détectés à un certain temps de rétention (RT), est ensuite 

visualisée sur le chromatogramme.  

 

 
Figure 11. Exemple de chromatogramme. m/z : rapport mass/charge ; t : temps de 

rétention. 

 

 

Après cela, chaque métabolite est fragmenté dans la chambre de collision par rupture des 

liaisons chimiques. Des fragments plus petits sont formés et sont également détectés, ce 

qui permet d’obtenir un spectre MS/MS (ou spectre MS2) pour chaque fragmentation. 
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Ces spectres MS2 permettent d’identifier la structure de la molécule principale en 

déterminant les fragments spécifiques générés. En effet, plusieurs métabolites peuvent 

avoir le même rapport m/z et le même temps de rétention. Cependant, la fragmentation 

sera différente selon les caractéristiques structurelles propres de la molécule chimique 

(cf. Figure 12 et 13).  

 

 
Figure 12. Principe de fragmentation pour analyse des spectres MS et MS/MS (MS2) 

(https://www.ulvac-phi.com/en/surface-analysis/topics/msms/). Counts : intensité de 

signal;  m/z : rapport masse/charge; MS1 : spectre de masse initial ; MS2 : spectre de masse 

après collision pour m/z 201. 

https://www.ulvac-phi.com/en/surface-analysis/topics/msms/
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Figure 13. Données spectrales générées par l'analyse en LC-MS. m/z : rapport 

masse/charge; MS1 : spectre de masse initial ; MS2 : spectre de masse après collision pour 

m/z 148,06. 

 

 

c) ANALYSES CIBLEES OU NON CIBLEES 

Les approches métabolomiques sont classiquement classées en plusieurs niveaux 

d’études : l’analyse ciblée et l’analyse non ciblée. 

 

L’analyse ciblée est centrée sur un petit nombre de métabolites, soit par le biais d’un 

profilage métabolique, basé sur l’analyse de tous les composés appartenant à une voie ou 

à une famille chimique donnée, soit par l’établissement d’une empreinte métabolique, 

visant à la comparaison de spectres. Ici, les métabolites sont prédéfinis, typiquement 

associés à des voies métaboliques d’intérêt. La méthode d’analyse est optimisée par 

rapport aux métabolites définis et des gammes de calibration peuvent être établies 

préalablement pour chacun des métabolites(234). Cette quantification est alors absolue 
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et a pour objectif de rechercher les variations des métabolites connus. Cette approche 

ciblée possède une sensibilité considérablement plus élevée mais plus restreinte, car sur 

une série de métabolites préalablement connus.  

 

L’analyse non ciblée, aussi nommée l’approche métabolomique (ou la métabonomique) a 

elle pour ambition l’identification et la quantification non biaisée d’un maximum de 

métabolites présents dans un échantillon biologique prélevé dans des conditions 

données, sans a priori(235,236). Ici, les métabolites ne sont pas présélectionnés. Cette 

quantification est relative et a pour objectif de rechercher de nouveaux biomarqueurs et 

de nouveaux mécanismes d’action. L’approche non-ciblée fournit une vue globale sur 

l’état métabolique de l’échantillon permettant la découverte de nouvelles perturbations 

métaboliques associées à une maladie, un médicament ou un changement 

environnemental. En revanche, la sensibilité est plus faible par rapport à l’approche ciblée 

et l’identification des métabolites nécessite une validation supplémentaire. L’information 

générée est complexe et nécessite un traitement de données approprié. 

 

 

2. Méthodologie spécifique 

a) COHORTES 

La cohorte niçoise était constituée de 52 patientes traitées au Centre Antoine Lacassagne, 

Centre de lutte contre le cancer de Nice, entre mars 2013 et septembre 2016 pour un 

cancer du sein invasif de stade clinique I à IIIB prouvé par biopsie, avec une indication de 

chimiothérapie adjuvant après chirurgie.  

La cohorte dijonnaise était constituée de 49 patientes traitées au Centre Georges-François 

Leclerc, Centre de lutte contre le cancer de Dijon, entre février 2007 et juillet 2012 pour 
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un cancer du sein invasif prouvé par biopsie de stade clinique IIA à IV, avec une indication 

de chimiothérapie néoadjuvant avant chirurgie.  

Toutes les patientes ont été traitées conformément aux recommandations de bonnes 

pratiques, avec une chimiothérapie séquentielle comprenant des anthracyclines 

(épirubicine et cyclophosphamide) et des taxanes avant ou après la chirurgie et la 

radiothérapie. Le statut HER2-positif était défini comme IHC3+ ou IHC2+/FISH+. Les 

patients présentant des tumeurs HER2-positives ont été traités par trastuzumab et 

taxanes simultanément puis par trastuzumab seul, pour une durée totale de trastuzumab 

de 1 an. Les patientes présentant un cancer hormonodépendant ont ensuite été traitées 

par hormonothérapie avec du tamoxifène (+/- agoniste de la luteinizing hormone-

releasing hormone (anti-LHRH)) ou un inhibiteur de l'aromatase, en fonction du statut 

ménopausique.  

 

b) RECUEIL DES DONNEES  

Les données cliniques, histologiques, radiologiques et thérapeutiques ont été extraites 

rétrospectivement des dossiers numériques ou collectées manuellement.  

 

c) COLLECTE ET PREPARATION DES ECHANTILLONS 

Pour la cohorte niçoise, les échantillons analysés provenaient de la pièce d’exérèse 

obtenue lors de la prise en charge chirurgicale première. Pour la cohorte dijonnaise, les 

biopsies diagnostiques prélevées avant la chimiothérapie néo-adjuvante étaient utilisées. 

Dans ce travail de thèse, seuls des tissus congelés ont été utilisés.  Les analyses ont été 

effectuées séparément sur chacune des deux cohortes. 

Tous les échantillons étaient rapidement congelés et transférés dans les biobanques de 

des établissements respectifs où ils étaient conservés à -80°C jusqu'à leur analyse. Les 

échantillons de Dijon ont été transportés à Nice à -80°C avant l'analyse métabolomique. 
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Tous les échantillons ont été préparés et analysés sur la plateforme de métabolomique du 

laboratoire TIRO. 

L’objectif de l’étape de préparation des échantillons était de récupérer les métabolites à 

partir des tissus congelés, tout en concentrant l’échantillon et en éliminant les impuretés 

telles que les protéines et les sels qui interfèrent avec l’analyse par spectrométrie de 

masse. En métabolomique non-ciblée, la méthode idéale de préparation des échantillons 

devrait être non-sélective, simple, rapide avec un minimum d’étapes et reproductible. 

La préparation des tissus a été réalisée en trois étapes :  

* L’EXTRACTION : précipitation par solvant organique : transfert des échantillons dans 

des tubes Eppendorf de 1,5 ml contenant 1 ml de méthanol, broyage mécanique au piston 

pellet puis stockage à -20°C pendant la nuit. 

* La SÉPARATION des métabolites, des protéines précipités et autres impuretés par 

centrifugation à 13 000 rpm pendant 15 minutes à 0°C.  

* La CONCENTRATION :  les surnageants étaient transférés dans de nouveaux tubes et 

placés dans un Speed Vac jusqu'à évaporation complète du liquide. Les échantillons 

étaient ensuite stockés à -80°C jusqu'aux analyses en LC-MS. Avant l'analyse LC-MS, ils 

étaient resuspendus dans 100µL d'un mélange 50% acétonitrile et 50% eau. 

En métabolomique non-ciblée, la précipitation par solvant organique est souvent 

privilégiée en raison de sa simplicité et de sa faible sélectivité. L’ajout direct d’un solvant 

organique permet d’extraire les métabolites et de précipiter les protéines en même temps. 

La métabolomique classique cible principalement les métabolites polaires, tels que les 

sucres, les acides aminés, les nucléotides et certains lipides relativement polaires tels que 

les phospholipides et les acides gras. Le méthanol et l’acétonitrile sont les solvants les plus 

couramment utilisés en raison de leur efficacité pour la précipitation des protéines, de 

leur capacité à couvrir une gamme large de classes de métabolites et de leur facilité de 

préparation.  
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d) ANALYSE LC-MS/MS 

Dans cette thèse, la méthode utilisée a été la chromatographie en phase liquide couplée à 

la spectrométrie de masse (LC-MS). Cette méthode a été choisie car elle permet la 

détection d’une large gamme de métabolites et une forte performance analytique en 

résolution, en sensibilité, en rapidité et en robustesse(237).  

L'analyse par chromatographie liquide a été réalisée à l'aide d'un système high 

performance liquid chromatography (HPLC) DIONEX Ultimate 3000 (Thermo Fisher 

Scientific). 10 µL de chaque échantillon ont été injectés sur une colonne Synergi 4 µm 

Hydro-RP 80 Å, 250 x 3,0 mm (Phenomenex, Le Pecq, France). Les phases mobiles étaient 

composées d'acide formique à 0,1% (Thermo Fisher Scientific) dans l'eau (A) et d'acide 

formique à 0,1% dans l'acétonitrile (B). Le gradient était réglé comme suit avec un débit 

de 0,9 ml/min : phase B à 0 % de 0 à 5 min, B à 0 - 95 % de 5 à 21 min, maintien à 95 % 

de B jusqu'à 21,5 min, B à 95 - 0 % de 21,5 à 22 min, maintien à 0 % de B jusqu'à 25 min 

pour l'équilibrage de la colonne.  

L'analyse par spectrométrie de masse a été effectuée sur un spectromètre de masse Q 

Exactive Plus Orbitrap (Thermo Scientific) avec une source d'ionisation par électrospray 

chauffée, HESI II, fonctionnant en mode positif et négatif. Le MS full-scan à haute 

résolution et à masse précise et les 5 spectres MS2 les plus élevés ont été collectés en 

fonction des données à un pouvoir de résolution de 70 000 et 35 000 à m/z 400, 

respectivement.  

 

3. Étape pré-analytique spécifique 

Le traitement des données brutes est une étape cruciale dans l’analyse en métabolomique. 

Les pics des métabolites contenus dans les spectres obtenus par analyse LC-MS doivent 

être détectés, filtrés, alignés, quantifiés, identifiés et normalisés pour pouvoir être utilisés 

pour les analyses statistiques en aval. Le résultat final doit contenir, pour chaque 
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métabolite identifié, la masse, le temps de rétention et l’intensité dans chacun des 

échantillons.  

De nombreux logiciels existent pour le traitement des données métabolomiques, dont 

certains sont mis à disposition par les vendeurs d’instruments (par exemple, Compound 

Discoverer de Thermo) et d’autres sont en accès libre, dit « open source », par exemple, 

MZmine. Une liste exhaustive est donnée dans (238).  

Dans cette thèse, le principal logiciel utilisé a été MZmine, dont la procédure est résumée 

sur la figure 12 ci-dessous en 3 étapes : 

 

Figure 14. Procédure MZmine (adapté de GNPS documentation https://gnps.ucsd.edu/). 

m/z : rapport masse/charge ; MS : spectre de masse ; n : nombre ; TIC : total ion 

current/count. 

 

https://gnps.ucsd.edu/
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a) TRAITEMENT DES DONNEES PAR MZMINE  

Plusieurs étapes sont nécessaires : 

1. Import des données brutes au format .mzXML : les données brutes sont d’abord 

converties d’un format instrument-dépendant à un format libre(239).  

2. Détection des MS peak : l’étape de la détection des pics a pour but de distinguer les 

signaux correspondant aux vrais métabolites par rapport à de faux positifs(240). Les 

critères de sélection peuvent être posés sur la hauteur minimale du pic, le ratio signal sur 

bruit, la forme du pic ou encore le profil isotopique. Une fois le pic détecté, l’aire sous le 

pic et la hauteur maximale du pic sont calculées et pourront servir pour la quantification 

relative des métabolites par la suite. 

3. Construction des chromatogrammes 

4. Déconvolution de chaque chromatogramme : les données LC-MS contiennent un bruit de 

fond causé par des molécules contenues dans le solvant et celui causé par le détecteur lui-

même. L’étape de filtrage a pour but de supprimer ou du moins réduire ces bruits de fond 

tout en préservant les pics. Plusieurs algorithmes sont disponibles : « baseline cut-off », 

« noise amplitude », « Savitsky-Golay » et « local minimum Search ».  

5. Regroupement des isotopes 

6. Alignement : pour comparer la variation d’un métabolite entre les différents 

échantillons, les pics détectés dans chacun des échantillons doivent être alignés au niveau 

du rapport m/z et du temps de rétention. L’alignement des pics peut être effectué sur le 

chromatogramme complet (le cas de Compound Discoverer) ou sur les 

chromatogrammes extraits (le cas de MZmine).  

 

Lors de cette thèse, les données brutes obtenues en modes d'ionisation positive et 

négative ont été analysées séparément avec MZmine (Version 2.38)(241,242). Des 

chromatogrammes individuels ont été construits pour chaque masse avec un seuil de 105. 

Un algorithme de recherche de « local minimum Search » a été utilisé pour sélectionner 
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les pics validés. Les pics ont ensuite été alignés par l'algorithme RANSAC (random sample 

consensus) avec une tolérance de 10 ppm en m/z et un temps de rétention de 1 min.  

 

b) FILTRAGE DES DONNEES 

Plusieurs méthodes de filtrage sont communément utilisées : 

1. MS row filter qui ne garde que les pics retrouvés dans un nombre d’échantillons suffisant 

et prédéfini. 

2. Filtrage des isotopes pour ne garder que les « vrais » pics. Seules les molécules 

accompagnées de leurs isotopes sont gardées afin d’éliminer les pics artefactuels sans 

réelles structures biochimiques associées. 

3. Gap filling pour retrouver les pics « manquants », non détectés ou perdus dans le 

processus. Certains pics peuvent ne pas être alignés dans tous les échantillons. Ces valeurs 

manquantes peuvent être comblées en cherchant une deuxième fois l’existence 

potentielle d’un pic à m/z et temps de rétention présumés (241).  

4. Normalisation TIC ou standard : à la suite du traitement des données métabolomiques, 

une matrice de données, contenant les métabolites en colonne et les échantillons en ligne, 

est générée. L’étape de normalisation a pour but d’enlever les biais systématiques dans 

l’intensité des ions entre les mesures tout en gardant les variations biologiques 

intéressantes. La normalisation peut être effectuée entre les différents échantillons 

(autrement dit normalisation par ligne) ou être effectuée entre les différents métabolites 

(normalisation par colonne)(240). Il n’existe pas de méthode standardisée ou unifiée de 

normalisation en métabolomique non-ciblée. Le choix de la méthode de normalisation 

doit être adapté à la nature de l’échantillon (urine, sang, tissu, culture cellulaire, etc.) et 

doit être considéré dès l’étape de la collection et de l’extraction des échantillons(243). 

Les métabolites correspondant aux m/z ont ensuite été prédits à l'aide de la Human 

Metabolome DataBase (HMDB, version 3.0) en recherchant les formes ioniques M+H+ et 

M-H+ en modes positif et négatif, respectivement, avec une tolérance de masse de 15 ppm. 
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Seuls les pics prédits ont été inclus dans l'analyse finale. Une normalisation linéaire a été 

effectuée en utilisant l'intensité moyenne de chaque échantillon comme facteur de 

normalisation. Seuls les métabolites ne présentant aucune valeur nulle après le 

prétraitement ont été sélectionnés pour l'analyse finale. Si un métabolite était détecté à la 

fois dans des modes positifs et négatifs, seul le mode présentant l'intensité moyenne la 

plus élevée a été pris en compte. Enfin, une fonction de filtrage a été appliquée avant 

l'analyse statistique en sélectionnant uniquement les métabolites présentant l'intensité 

moyenne la plus élevée. Cette étape nous a permis d'éliminer les métabolites qui 

pouvaient être considérés comme des signaux de fond ou pour lesquels la quantification 

n'était pas assez robuste. 

 

c) IDENTIFICATION PAR VERIFICATION DE LA MS2 

Quelques soient les méthodes d’analyses et de filtrage des données utilisées, une 

validation manuelle reste nécessaire pour éliminer les faux pics et vérifier l’identification 

des métabolites d’intérêt. Le laboratoire TIRO possède une banque de données 

construites et validées avec les principaux métabolites d’intérêt. Plusieurs banques de 

donnée de métabolites existent également : HMDB (Human Metabolome Database)(244), 

MZCloud (ThermoFisher), METLIN(245), ChemSpider(246). La vérification de 

l’annotation est indispensable, parce que même à un m/z avec une forte précision de 

masse de 1 ppm, plusieurs annotations peuvent tout de même être attribuées(247). La 

vérification de l’annotation peut se baser sur la fragmentation MS2, le temps de rétention 

et la distribution isotopique(238). L’automatisation de l’étape de vérification est difficile 

parce que certains paramètres dépendent de l’instrument.  
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Figure 15. Comparaison manuelle des MS2 expérimentale et théorique. m/z : rapport 

masse/charge. 

 

Pour l’étude EMME-A (Article 1&2), cette étape de vérification n’a pas été réalisée de 

manière systématique, mais uniquement pour les métabolites d’intérêt principaux mis en 

évidence. Les analyses métabolomiques principales étaient des analyses de pathway qui 

ne nécessitaient pas une étape de validation complète car l’ensemble d’un pathway devait 

être enrichi ou surreprésenté pour que l’analyse sorte positive. Une erreur ou une 

approximation d’annotation n’aurait donc pas eu de conséquence majeure sur le résultat. 

Les analyses métabolomiques ont donc été réalisées sur des métabolites prédits. 

En revanche, dans l’étude du grade (Article 3), le but premier était la mise en évidence 

d’une signature métabolomique validée pour pouvoir faire une interprétation biologique 

précise. Tous les métabolites de la top-liste ont été vérifiés au niveau MS/MS et au niveau 

du sens biologique. Les analyses métabolomiques ont donc été réalisées sur des 

métabolites validés. Si la validation n’était pas possible, le métabolite était retiré. 

Une fois l’ensemble de ces étapes réalisées, les données étaient ensuite analysées au 

niveau statistique pour déterminer les différences significatives entre plusieurs groupes 

d’échantillons.  

Identification manuelle nécessaire = MS2

L-Aspartate
m/z: 132,092
RT: 1,17 MS2

Expérimentale

MS2
Théorique
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VII. Étape Analytique spécifique 

 

1. Analyses statistiques 

Une fois que la matrice de données générée à partir des données brutes normalisées, 

différents types d’analyses statistiques peuvent être réalisés dans le but d’identifier des 

métabolites variants entre les différents groupes d’échantillons. Le domaine des 

statistiques appliquées aux données de grande dimension et à la métabolomique est très 

riche. Nous ne présenterons ici que les méthodes utilisées lors de cette thèse. 

 

a) ANALYSES UNIVARIEES 

Les analyses univariées telles que le test de Student, l’analyse de la variance (ANOVA) et 

leur équivalent non-paramétrique permettent d’évaluer la significativité des différences 

observées entre les échantillons des différents groupes ou classes(248). Chaque test 

n’évalue qu’une seule variable, et la significativité est indiquée par la valeur p. Cependant, 

les données par métabolomique non-ciblée en LC-MS contiennent souvent des centaines 

de variables (métabolites) corrélées, et la réalisation répétée de ces tests peut entraîner 

un taux de faux positifs élevé. Pour limiter cela, diverses méthodes de correction de la 

valeur p (par exemple la correction de Bonferroni), ou de calcul du taux de fausses 

découvertes peuvent être appliquées après l’analyse univariée(249,250). 

 

b) ANALYSES MULTIVARIEES 

Contrairement aux analyses univariées, les analyses multivariées impliquent 

l’observation et l’analyse simultanément de plusieurs variables. Étant donné le nombre 

de variables générées par une analyse métabolomique non-ciblée, les analyses 

multivariées permettent une vue globale de l’ensemble des données et sont les outils 

principalement utilisés. Les métabolites discriminants identifiés à partir des analyses 
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multivariées sont ensuite vérifiés par les analyses univariées dans un deuxième 

temps(238). Nous pouvons distinguer deux approches d’analyses multivariées très 

distinctes : les méthodes descriptives (analyses non supervisées) et les méthodes 

explicatives (analyses supervisées). Ces deux approches fournissent des informations 

complémentaires et sont généralement effectuées séquentiellement. 

 

i. CLASSIFICATIONS NON SUPERVISEES 

La classification non supervisée est une analyse sans a priori, également appelée analyse 

multivariée descriptive. Les classes ne sont pas connues au moment de l’analyse des 

métabolites. Elle utilise des variables descriptives, ici les données de métabolomique, 

pour effectuer une analyse sans a priori. Cette approche permet de définir des groupes de 

patients (clusters) en analysant les métabolites « en aveugle », de rechercher les 

caractéristiques propres à chaque cluster et d’analyser les métabolites et les voies 

métaboliques d’intérêt.  Les méthodes les plus couramment utilisées en métabolomique 

non-ciblée sont l’analyse en composantes principales (PCA) et la classification ascendante 

hiérarchique (HCA, Hierarchical Cluster Analysis)(238,251). 

 

La PCA ou Principal Component Analysis, représente chaque métabolite comme une 

dimension et chaque échantillon comme un point dans un espace multidimensionnel. Elle 

utilise une combinaison linéaire pour regrouper les métabolites entre elles et réduire le 

nombre de dimensions. L’analyse en composantes principales projette les données dans 

un nouvel espace représenté par les composantes principales grâce à une projection 

orthogonale (en général 2 ou 3)(252,253). Cela permet de réduire le nombre de variables 

et ainsi d’observer la variation globale des données de manière concise. Plus le profil 

métabolomique des échantillons est similaire, plus les points qui les représentent dans le 

graphe de score se rapprochent les uns des autres. La contribution de chaque métabolite 

à chacune des composantes principales est représentée par le graphe de poids (Loading 
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plot). Plus un métabolite est discriminant pour la construction des composantes 

principales, plus le point qui le représente dans le graphe de poids s’éloignera du point 

d’origine. La PCA est utilisée pour observer la variation globale dans les échantillons, par 

exemple pour détecter la présence de points aberrants ou un effet batch (effet spécifique 

d’une série d’échantillons analysés au même moment). 

 

L’HCA, ou l’analyse par Classification Ascendante Hiérarchique, est une méthode qui 

utilise la similarité entre deux échantillons en calculant un algorithme spécifique. Ces 

étapes sont répétées jusqu’à ce que tous les échantillons soient regroupés ensemble(254). 

Contrairement à la PCA, l’HCA ne nécessite pas de spécification préalable du nombre de 

clusters et ne se base que sur une mesure de similarité pour regrouper les échantillons. 

Les regroupements sont souvent représentés sous forme d’un dendrogramme, un arbre 

binaire dont les feuilles représentent les échantillons et les branches représentent la 

hiérarchie du regroupement.  

 

ii. CLASSIFICATIONS SUPERVISEES 

Pour les classifications supervisées, aussi appelées analyses multivariées explicatives, 

chaque échantillon est considéré comme appartenant à une classe. Ces classes peuvent 

être des types de tumeurs, des conditions de traitements ou encore des marqueurs 

biologiques. Elle utilise des variables descriptives, ici les données de métabolomique pour 

réaliser une analyse orientée. Cette modalité permet de répondre à une question clinique, 

de définir des groupes de patients en fonction de la classe connue, de rechercher les 

métabolites spécifiques à chaque classe et d’analyser les métabolites et les voies 

métaboliques d’intérêt.  

 

Parmi les méthodes de classifications supervisées, la PLS-DA ou Partial Least Square 

Discriminant Analysis est la plus utilisée. Chaque métabolite représente une dimension, 
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chaque échantillon représente un point dans un espace multidimensionnel. L’algorithme 

recherche des vecteurs permettant de séparer au mieux les 2 classes d’échantillons dans 

cet espace multidimensionnel. La régression des moindres carrés partiels (PLS) cherche 

à maximiser la corrélation entre les variables X (= données métabolomiques) et les 

variables à expliquer Y (= classes). Pour ceci, l’algorithme construit un espace de faible 

dimension basé sur les combinaisons linéaires des variables X initiales tout en ajustant le 

modèle pour y capturer les variations liées à Y(255). La régression PLS est 

particulièrement adaptée aux situations où le nombre d’observations (= nombre 

d’échantillons) est largement inférieur au nombre de variables (= nombre de 

métabolites)(256,257).  

 

L’analyse discriminante PLS (PLS-DA) est une extension de la PLS, qui est adaptée aux 

variables Y qui sont catégoriques. Cette méthode cherche à obtenir une séparation 

maximale entre les différents groupes ou classes. La discrimination des différentes classes 

est visualisée sur le graphe de score et le pouvoir discriminatif de chaque métabolite est 

représenté sur le graphe de poids.  

 

c) ÉTAPE DE VALIDATION 

 

Test de validation interne 

Pour estimer le pouvoir prédictif d’un modèle de discrimination et évaluer sa 

performance, la réalisation de tests de validation est nécessaire, particulièrement en cas 

de petit effectif avec un nombre d’échantillons limité(240). Les deux outils de validation 

statistique les plus utilisés sont le test de permutation (258,259) et la validation croisée. 

 

Dans le test de permutation, l’ordre des classes (Y) est mélangé de façon aléatoire et un 

nouveau modèle de discrimination, basé sur la matrice Y permutée, est construit. Le 
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pouvoir prédictif des modèles permutés doit être inférieur au modèle de discrimination 

initial, sinon cela signifie que le modèle initial n’est pas performant. 

 

Dans la validation croisée, une partie des échantillons est retirée du modèle pour servir 

de jeu de validation. Le modèle de discrimination est construit avec les échantillons 

restants (= jeu d’apprentissage). Le pouvoir prédictif du modèle est estimé sur le jeu de 

validation. Ce processus est répété plusieurs fois jusqu’à ce que tous les échantillons aient 

jouer le rôle de jeu de validation(260). Les performances sont finalement estimées en 

moyennant les taux de mauvaises classifications obtenus. Cette méthode de 

rééchantillonnage porte le nom de k-folds cross-validation, k correspondant au nombre 

de sous-groupes initialement formés et testés en tant de jeu de validation(261). 

 

Test de Validation externe 

Idéalement pour qu’un modèle soit validé, il faudrait que le modèle construit sur le jeu de 

données d'apprentissage, soit ensuite validé sur un jeu de données indépendant. Les 

capacités discriminantes de la règle de décision sont alors estimées sur ce jeu de données 

en calculant des indices de performance comme l’AUC, le taux de mauvaises classifications 

pour un critère binaire, la sensibilité et la spécificité ainsi que les intervalles de confiance 

associés. C’est ce qui a été réalisé dans l’article 3 Grade avec la cohorte de validation 

externe (biopsies diagnostiques provenant de Dijon)(cf. Paragraphe introduction au 

travail de thèse et paragraphe Cohortes). 

 

2. Logiciel MetaboAnalyst 

  

MetaboAnalyst est un classifieur utilisé dans le cadre de cette thèse pour les analyses 

supervisées. Toutes les analyses statistiques ont été effectuées en ligne à l'aide de 

MetaboAnalyst (https://www.metaboanalyst.ca/) version 5.0(262).  
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La seule méthode de normalisation, de transformation des données et de centrage des 

données utilisée était la transformation logarithmique. Les normalisations par la somme 

ou par la médiane n'ont pas amélioré les performances de l'analyse. L'analyse PLS-DA a 

été utilisée pour établir les score plots, les loading plots et pour réaliser les tests de 

validations croisées (précision de la performance, R2, Q2). Les courbes ROC (Receiver 

Operating Characteristic), les Heatmaps, l'exploration de l'enrichissement et l’analyse des 

voies métaboliques ont été générés en ligne à l'aide de MetaboAnalyst 

(https://www.metaboanalyst.ca/). La voie du tryptophane a été interprétée à l'aide des 

données de SMPDB (small molecule pathway database) et Kegg. 

 

Ce chapitre introductif permet la compréhension des résultats présentés dans les articles 

de cette thèse 

 

a) EXEMPLE DE PCA ET PLSDA 

La méthode non supervisée PCA et la méthode supervisée PLSDA sont représentées sur 

la figure ci-dessous (Figure 16). Une analyse de la PCA était réalisée au préalable de toute 

analyse supervisée pour éliminer un facteur de confusion évident au sein des échantillons. 

De plus, une étape de cross-validation était réalisée afin d’obtenir les performances des 

tests en PLS-DA (Accuracy, R2, Q2).   
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Figure 16. Exemple de PCA et de PLS-DA obtenues. (A) : PCA ; (B) : PLS-DA ; (C) : PLS-DA 

cross validation avec accuracy (précision), R2 et Q2 en fonction du nombre de composantes 

prises en compte; (D) : représentation graphique par histogrammes des données de cross-

validation en PLS-DA. PC : principal component ;  

 

L’accuracy mesure l’efficacité d’un modèle à prédire correctement à la fois les vrais 

positifs et les vrais négatifs. L’accuracy est une métrique pour évaluer la performance des 

modèles de classification à 2 classes ou plus. Le R², ou R-carré est appelé coefficient de 

détermination. C'est un indicateur utilisé en statistiques pour juger de la qualité d'une 

régression linéaire. Le Q2 est une estimation de la capacité prédictive du modèle. Plus 

précisément, le Q2 est une mesure de la capacité du modèle à prédire les valeurs pour les 
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échantillons qui n'ont pas été utilisés pour le calibrage du modèle. Le Q2 est calculé par 

validation croisée. Dans chaque validation croisée, les données prédites sont comparées 

aux données originales et la somme des carrés des erreurs est calculée. L'erreur de 

prédiction est ensuite additionnée sur tous les échantillons (somme des carrés des 

résidus prédits ou PRESS). Pour des raisons de commodité, le PRESS est divisé par la 

somme des carrés initiale et soustrait de 1 pour ressembler à l'échelle du R2. Les bonnes 

prédictions auront un PRESS faible ou un Q2 élevé. Un Q2 faible peut être révélateur d’un 

effectif insuffisant, ce qui est souvent le cas dans les études cliniques avec un nombre 

limité de patients. En effet, si le nombre de patients inclus dans l'étude est insuffisant, cela 

peut entraîner une sous-représentation de certaines caractéristiques ou une variabilité 

insuffisante dans les données. Ces facteurs peuvent affecter la qualité de la prédiction du 

modèle statistique et donc conduire à un Q2 faible.  Il est également possible d'avoir un 

Q2 négatif, ce qui signifie que le modèle n'est pas du tout prédictif ou qu'il est surajusté 

(overfitting). 

 

b) EXEMPLE D’ANALYSE DE METABOLITES D’INTERET 

 

Figure 17. Exemple d’analyse de métabolites d’intérêt. Conc. : concentration. 

Analyse des métabolites d’intérêt: 
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Il existe deux mesures d'importance dans le PLS-DA : l'une est l'importance de la variable 

dans la projection (VIP) et l'autre est la somme pondérée des coefficients de régression 

absolus (coef.). Les cases colorées à droite indiquent les concentrations relatives du 

métabolite correspondant dans chaque groupe étudié. Les loading plots sont une 

visualisation de la répartition des concentrations d’un métabolite d’intérêt au sein d’une 

même classe et entre les classes étudiées. 

c) HEATMAP 

 

Figure 18. Heatmap ou carte thermique. N : échantillon de la cohorte niçoise. 

 

La Heatmap ou carte thermique permet une visualisation intuitive d'un tableau de 

données. Chaque cellule colorée de la carte correspond à une valeur de concentration de 

la table de données, avec les échantillons en colonnes et les métabolites en ligne. Cette 

représentation permet d’avoir une vue d’ensemble sur les variations de concentration 

entre les échantillons au sein d’une même classe et entre les classes étudiées. Cette 

représentation a été très utile pour analyser l’hétérogénéité de concentrations des 

différents métabolites de la voie du tryptophane (Article Grade).  
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d) COURBE ROC/AUC 

 

Figure 19. Exemple de courbe ROC avec valeur AUC. AUC : aire sous la courbe ; CI: 

intervalle de confiance à 95%. 

 

La performance de la signature générée a été évaluée à l’aide de courbes ROC(263) qui 

permettent d’analyser les variations de la sensibilité et de la spécificité, afin de visualiser 

la performance globale du modèle. Ces courbes ROC sont représentées sur un graphique 

où l’axe des ordonnées correspond à la « sensibilité » et l’axe des abscisses à « 1 – 

spécificité ». La performance du modèle est donc déterminée par le meilleur compromis 

entre ceux deux critères. À partir de cette courbe, l’indice numérique utilisé afin d'évaluer 

la performance du modèle est l'aire sous la courbe ROC (AUC, Area Under the Curve) qui 

représente la probabilité du modèle à prédire correctement la catégorie de variable 

analysée. Cet indice varie entre 0.5 (performance liée au hasard) et 1 (performance 

parfaite). 

 

e) ÉTUDE D’ENRICHISSEMENT 

Pour évaluer l’importance biologique des voies métaboliques dans la condition 

expérimentale observée, la distribution des métabolites de chaque voie dans les 
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échantillons analysés est comparée à celle de l’ensemble des métabolites dans une banque 

de donnée, telle que KEGG ou SMPDB (The Small Molecule Pathway Database). Si les 

métabolites d’une voie donnée sont observés plus fréquemment et en plus grande 

quantité dans le set échantillon par rapport au set référence, la voie métabolique est 

considérée comme enrichie et est donc jugée importante sur le plan biologique pour la 

condition expérimentale observée(264,265). Pour chaque voie du métabolisme, un taux 

d’enrichissement et une valeur-p qui correspond à la probabilité d’un tel enrichissement 

est indiqué par MetaboAnalyst(262) (https://www.metaboanalyst.ca/). 

 

Figure 20. Principe de l’analyse par enrichissement(264). 

 

 
Figure 21. Exemple de résultat d’analyse d’enrichissement. 

Etude d’enrichissement Etude des voies métaboliques
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a) ANALYSE DES VOIES D’ACTIVATION METABOLIQUE 

L’outil MetPA (Metabolomics Pathway Analysis) de MetaboAnalyst est mis à disposition 

pour l’analyse des voies métaboliques(266). A partir d’une liste de métabolites d’intérêt, 

MetPA permet d’identifier les voies métaboliques les plus pertinentes impliquées dans 

une étude métabolomique en utilisant une analyse de surreprésentation (over-

representation analysis) ou bien une analyse d’enrichissement des voies (pathway 

enrichment analysis) qui peut être combinée à une analyse des caractéristiques 

topologiques des voies (pathway topological analysis). 

L’analyse de surreprésentation vise à̀ déterminer si le nombre de métabolite associé à une 

voie métabolique est dû au hasard ou non en se basant sur la liste des métabolites 

d’intérêt. Cependant, cette méthode ne prend en compte que le nombre de métabolites 

par voie métabolique et n’intègre pas l’amplitude du changement de leur abondance entre 

deux conditions testées. Ainsi les métabolites dont le changement d’amplitude est plus 

significatif auront le même poids que des métabolites moins significatifs. 

 
Tableau 3. Analyse de surreprésentation avec le nombre de métabolites concordants 

retrouvés. P : p-value. 

Etude d’enrichissement Etude des voies métaboliques
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Il est recommandé de se référer à l’analyse d’enrichissement des voies lorsque les 

concentrations de métabolites sont disponibles (cf. paragraphe précédent). Cependant, 

utilisée seule, ni l’analyse de surreprésentation, ni l’analyse d’enrichissement des voies, 

ne prennent en compte la structure globale de la voie métabolique pour déterminer les 

voies les plus impliquées. L’analyse des voies métaboliques génère finalement différents 

graphiques représentés ci-dessous : 

 

Figure 22. Interprétation intégrative des voies métabolique. (A) Visualisation de 

l’analyse globale, (B) visualisation des voies métaboliques, (C) visualisation des 

métabolites(266).  

Le graphique interactif présenté dans l’analyse permet de classer les voies métaboliques 

en fonction de leur significativité́ (axe des ordonnées ; avec la valeur de p obtenue grâce 

à l’analyse de surreprésentation ou d’enrichissement des voies) et de leur impact (axe des 

abscisses ; calculé à partir de l’importance des métabolites mesurée dans l’analyse 

topologique des voies). Chaque cercle du graphique est associé à une voie métabolique 

spécifique, que l’on peut découvrir en interagissant avec le graphique. Si des données 

quantitatives ont été jointes à l’analyse, il est également possible de visualiser les 

différences de concentrations entre deux groupes d’échantillons pour un métabolite 

sélectionné.́  
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VIII. Articles  

 

1. Article EMMEA – Analyse non supervisée initiale 

a) INTRODUCTION PREALABLE AUX ANALYSES NON SUPERVISEES 

Le premier article EMMEA écrit en collaboration avec GAL Jocelyn avait pour objectif de 

comparer 5 méthodes de clustering de machine learning. Les méthodes de PCA et de HCA 

ont été décrites précédemment (Partie VII, Étape analytique spécifique). Quelques 

éléments complémentaires sont nécessaires à la compréhension spécifique de cet article.  

 

 

Figure 23. Schématisation des différentes méthodes d’apprentissage automatique. 

 

 

Comme le montre la figure ci-dessus, il existe des méthodes de partitionnement, distinctes 

des méthodes hiérarchiques au sein des méthodes de clustering. Cette famille de 

méthodes propose une partition des données plutôt qu’une structure du type 
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“dendrogramme”. Le principe de ces méthodes est alors de comparer plusieurs 

partitionnements jusqu’à sélectionner le meilleur.  

 

La méthode des k-means est la plus connue (267,268). C’est une méthode itérative de 

classification largement utilisée en biologie qui vise à minimiser la somme des distances 

entre les points d'un même groupe et le centroïde, désigné comme le centre d'un cluster. 

Le résultat final est conditionné par le choix initial des centroïdes, chaque cluster se 

définissant en fonction de son centroïde. Il s'agit donc de l'élément central de l'algorithme. 

 

 

Figure 24. Schématisation de la méthode des k-means. 

 

 

La classification spectrale (ou clustering spectral) est utilisée pour son efficacité et sa 

simplicité d’implémentation qui se résume en l’extraction des valeurs et vecteurs propres 

d’une matrice de similarités créée à partir d’un ensemble de données.  

 

Les méthodes à noyaux (269,270) permettent de trouver des fonctions non linéaires, tout 

en s’appuyant sur des méthodes linéaires (figure 25). Une fonction noyau correspond à 
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un produit scalaire dans un espace de re-description des données et est souvent de grande 

dimension. De nombreuses applications requièrent des modèles non linéaires pour 

rendre compte des dépendances et des régularités sous-jacentes dans les données. 

 

 

Figure 25. Schématisation de la méthode à noyaux. Passage où les données sont non 

linéairement séparables vers un espace de description où les données sont linéairement 

séparables 

 

 

En outre, afin de prendre en compte la nature hétérogène de certaines données, il est 

intéressant de combiner plusieurs noyaux, afin d’obtenir un modèle plus souple(271). 

L’approche appelée multinoyaux (Multiple Kernel Learning) a ainsi été introduite (272) 

pour généraliser l’approche mono-noyau. Récemment, la méthode single-cell 

interpretation via multikernel learning (SIMLR) (273), basée sur une approche multi 

noyaux a été développée et appliquée sur un ensemble de données de séquençage du 

transcriptome  (RNA-seq). Cette méthode combine à la fois une approche multi-noyaux, 

une réduction de dimension et une représentation graphique des données. Ces trois 

étapes sont représentées en figure 26. 
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Figure 26. Schématisation de l’approche multinoyaux. Visualisation des 3 étapes de la 

méthode SIMLR appliquée à des données de RNA-seq(273) 

 

Les méthodes de classification parcimonieuses (sparse) développées plus récemment, 

permettent de former des clusters en utilisant d’une part les algorithmes de clustering 

classiques (classification hiérarchique, K-means) et d’autre part, en ajoutant une 

pénalisation de type Lasso(274) (Least Absolute Shrinkage and Selection Operator) à la 

fonction objectif pour sélectionner des biomarqueurs. La méthode de clustering sparse k-

means(275) est un algorithme amélioré du k-means permettant de partitionner les 

observations lorsque la base de données contient un grand nombre de données. Gilet et 

al. en 2017(276) ont proposé une nouvelle méthode alternative nommée K-sparse. Plutôt 

qu’une pénalité, les auteurs proposent de définir une contrainte en norme l1 (277). Cette 

méthode combine à la fois la méthode de clustering k-means, une réduction de dimension 

et une sélection de variables.  

 

b) RESUME DES PRINCIPAUX RESULTATS & ARTICLE 

L'objectif de l’étude EMMEA était de comparer les signatures métabolomiques du cancer 

du sein obtenues par 5 méthodes différentes d'apprentissage automatique non supervisé. 
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Cette étude a été permise grâce à l’inclusion rétrospectives de 52 patientes atteintes d’un 

cancer du sein localisé avec une indication de chimiothérapie adjuvante entre 2013 et 

2016. Nous avons réalisé le profilage métabolomique des tumeurs réséquées par LC-MS, 

avec 449 métabolites sélectionnés.  

 

Les clusters obtenus à l'aide de 5 méthodes ML non supervisées (PCA k-means, sparse k-

means, spectral clustering, SIMLR et k-sparse) ont été comparés en termes de 

caractéristiques cliniques et biologiques. Avec un paramètre de partitionnement optimal 

k = 3, les cinq méthodes ont permis d'identifier trois groupes de patientes se différenciant 

par leur pronostic (favorable, intermédiaire, défavorable), présentant des profils 

cliniques et biologiques différents. Les méthodes SIMLR et K-sparse ont été les plus 

efficaces en termes de regroupement. L'analyse de survie in-silico (PREDICT tool) a révélé 

une différence significative entre les 3 groupes en ce qui concerne la survie spécifique à 5 

ans et à 10 ans (données de survie simulée).  

 

Figure 27. Principaux résultats cliniques du clustering de l’étude EMMEA. 

Classification TNM en Annexe 1. 
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Une analyse plus poussée des voies métaboliques utilisant les 449 métabolites prédits 

sélectionnés a montré des différences significatives dans le métabolisme des acides 

aminés, du glucose et de la glutaminolyse.  

 

 

Figure 28. Principaux résultats métabolomiques de l’étude EMMEA. 
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Appendix A. Supplementary data 

Supplementary File S1: Sample collection, preparation, and liquid chromatography-mass 
spectrometry analysis. 

Tumor samples were collected during breast surgery and quickly stored at -80°C until analysis in our 
facility’s biobank. Freeze-dried samples were processed by methanol extraction and analyzed by liquid 
chromatography-mass spectrometry (LC-MS) for metabolite characterization [1]. Liquid 
chromatographic analysis was performed using a DIONEX Ultimate 3000 HPLC system (Thermo Fisher 
Scientific). 10µL of each sample was injected onto a Synergi 4µm Hydro-RP 80 Å, 250 x 3.0 mm column 
(Phenomenex, Le Pecq, France). The mobile phases were composed of 0.1% formic acid in water (A) 
and 0.1% formic acid in acetonitrile (B). The gradient was set as follows with a flow rate of 0.9 mL/min: 
0% phase B from 0 to 5 min, 0-95% B from 5 to 21min, holding at 95% B to 21.5min, 95-0% B from 21.5 
to 22min, holding at 0% B until 25min for column equilibration. Mass spectrometry analysis was carried 
out on a Q Exactive Plus Orbitrap mass spectrometer (Thermo Fisher Scientific) with a heated 
electrospray ionization source, HESI II, operating in both positive and negative modes. High-resolution 
accurate-mass full-scan MS and top 5 MS2 spectra were collected in a data-dependent fashion at a 
resolving power of 70 000 and 35 000 at m/z 400, respectively. 
MSconvert (Version2.1, ProteoWizard) was used to convert raw data files obtained from LC-MS/MS to 
centroided mzXML files. The data collected from positive and negative ionization modes were analyzed 
separately using MzMine® (Version 2.38) [2, 3]. Isolated chromatograms were built for each mass with 
a noise threshold of 105. A local minimum search algorithm was used to select the validated peaks. 
Peaks were then aligned by RANSAC (random sample consensus) algorithm with a tolerance of 10 ppm 
in m/z and 1 min of retention time. Missing values were filled in using the same m/z and RT range as 
observed in detected samples, where possible. Only peaks with no missing values after gap-filling were 
kept. Peaks were then identified using the Human Metabolome DataBase (HMDB, version 3.0) by 
searching for M+H+ and M-H+ ion forms in positive and negative mode, respectivey, with 15ppm of 
mass tolerance. Linear normalization was performed using the average intensity in each sample as a 
normalization factor. 
 
[1] Maharjan RP, Ferenci T. Global metabolite analysis: the influence of extraction methodology on 
metabolome profiles of Escherichia coli, Anal Biochem 2003;313:145-154. 
[2] Katajamaa M, Oresic M. Processing methods for differential analysis of LC/MS profile data, BMC 
Bioinformatics 2005;6:179. 
[3] Pluskal T, Castillo S, Villar-Briones A et al. MZmine 2: modular framework for processing, visualizing, 
and analyzing mass spectrometry-based molecular profile data, BMC Bioinformatics 2010;11:395. 

 

 

 

 

Supplementary Table 1: Processing time’s comparison between 5 clustering methods 

 PCA K-means SIMLR Spectral clustering Sparse K-means K-sparse 

Times (s) 0.04 0.25 0.30 0.31 0.48 
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 Supplementary Table 2: The 50 most effective metabolites identified by the 5 ML methods 

Importance K-sparse SIMLR Sparse K-means Spectral clustering PCA K-means 
1 Thiolutin 2,2,4,4,-Tetramethyl-6-(1-oxopropyl)-1,3,5-cyclohexanetrione Creatine Creatine Creatine 
2 L-Glutamic acid Histidinyl-Isoleucine Humulinic acid A 1-Methylpyrrolo[1,2-a]pyrazine Ascorbic acid 
3 Lidocaine Humulinic acid A Ascorbic acid Humulinic acid A L-Acetylcarnitine 
4 1b-Furanoeudesm-4(15)-en-1-ol acetate 5b-Cyprinol sulfate L-Proline Histidinyl-Isoleucine L-Proline 
5 Citramalic acid Isosakuranin L-Carnitine Ascorbic acid Glutathione 
6 2-Methyl-3-ketovaleric acid Lisuride Methoxsalen Phaseolic acid Humulinic acid A 
7 Betaine Prehumulinic acid Glutathione 1-Pyrroline L-Carnitine 
8 Hexanoylcarnitine Phosphoric acid L-Phenylalanine L-Proline Lidocaine 
9 L-Proline 5-(methylthio)-2,3-Dioxopentyl phosphate L-Isoleucine 5b-Cyprinol sulfate L-Phenylalanine 

10 Flunitrazepam Cyclic AMP Betaine 2,5-Dichloro-4-oxohex-2-enedioate N-Desmethylvenlafaxine 
11 Liqcoumarin Carboxyphosphamide L-Acetylcarnitine 2,2,4,4,-Tetramethyl-6-(1-oxopropyl)-1,3,5-cyclohexanetrione Methoxsalen 
12 Methoxsalen L-Phenylalanine Lidocaine Glycerol I(-) 
13 Ethyl aconitate Plastoquinone 3 Neurine Propionic acid L-Isoleucine 
14 Methylmalonic acid Gingerol Hypoxanthine Triethanolamine Betaine 
15 Niacinamide (-)-Epigallocatechin Ethyl aconitate 2',4-Dihydroxy-4',6'-dimethoxychalcone Aminoadipic acid 
16 Guanine Hydroxyprolyl-Valine L-Glutamic acid Isoleucyl-Methionine Liqcoumarin 
17 Pantothenic acid Triethanolamine Aminoadipic acid Alnustone Dihydrothymine 
18 L-Methionine Phaseolic acid Isoleucyl-Methionine Plastoquinone 3 Hypoxanthine 
19 L-Glutamine Glycerol Alnustone S-Nitrosoglutathione Glycerophosphocholine 
20 Uridine 5'-monophosphate Propionic acid 5-Aminoimidazole ribonucleotide Prehumulinic acid 1b-Furanoeudesm-4(15)-en-1-ol acetate 
21 L-Carnitine Propenoylcarnitine 1b-Furanoeudesm-4(15)-en-1-ol acetate 2-Bromophenol Proline betaine 
22 Histamine Isoleucyl-Methionine Triethanolamine 5-(methylthio)-2,3-Dioxopentyl phosphate Citramalic acid 
23 Dihydrothymine Alnustone Citramalic acid Propenoylcarnitine 5-Aminoimidazole ribonucleotide 
24 L-Phenylalanine 2,5-Dichloro-4-oxohex-2-enedioate Liqcoumarin Phenmetrazine 2-Methylbutyroylcarnitine 
25 Triethanolamine 2',4-Dihydroxy-4',6'-dimethoxychalcone L-Tyrosine (-)-Epigallocatechin Niacinamide 
26 L-Histidine 1,3,11-Tridecatriene-5,7,9-triyne Methylmalonic acid Lisuride L-Glutamic acid 
27 N1,N12-Diacetylspermine N-Acetyl-L-methionine 2-Methylbutyroylcarnitine Acrylamide Guanine 
28 Glycerophosphocholine 1-Pyrroline Guanine Betaine Erythronic acid 
29 3-Dehydroxycarnitine L-Methionine p-Cresol sulfate 3-(4-Methyl-3-pentenyl)thiophene L-Tyrosine 

30 Adenosine monophosphate Methionine sulfoxide L-Methionine 
(alpha-D-mannosyl)7-beta-D-mannosyl-diacetylchitobiosyl-L-
asparagine, isoform B (protein) Adenosine monophosphate 

31 2-Methylbutyroylcarnitine L-Proline I(-) Carboxyphosphamide Methylmalonic acid 
32 Creatine 3-Methyl sulfolene L-Glutamine L-Isoleucine Neurine 
33 N-Acetyl-L-aspartic acid 2-Methylcitric acid 2-Methyl-3-ketovaleric acid Methionine sulfoxide p-Cresol sulfate 
34 5-Hydroxyisourate 1-Oxo-1H-2-benzopyran-3-carboxaldehyde N1,N12-Diacetylspermine Dichloromethane Creatinine 
35 Hydroxyprolyl-Valine (±)-2-Methylthiazolidine Gravelliferone 5-Hydroxylysine Dimethylglycine 
36 Aminoadipic acid 3-Hydroxy-6,8-dimethoxy-7(11)-eremophilen-12,8-olide (-)-Epigallocatechin Pyrrolidine 2-Methyl-3-ketovaleric acid 
37 5-Aminoimidazole ribonucleotide 1-Methylpyrrolo[1,2-a]pyrazine Glycerophosphocholine Gingerol Ethyl aconitate 
38 4-Chloro-1H-indole-3-acetic acid 1-(2,4,6-Trimethoxyphenyl)-1,3-butanedione Adenosine monophosphate 2,3-diketogulonate N1,N12-Diacetylspermine 
39 Creatinine 5-(4-Acetoxy-3-oxo-1-butynyl)-2,2'-bithiophene Uridine 5'-monophosphate 2,2-dichloro-1,1-ethanediol Thiolutin 
40 PC-M6 Ac-Ser-Asp-Lys-Pro-OH 5-Hydroxyisourate L-Carnitine Uridine 5'-monophosphate 
41 Trimethylamine N-oxide Alanyl-Isoleucine 2,5-Dichloro-4-oxohex-2-enedioate Erythro-5-hydroxy-L-lysinium(1+) L-Methionine 
42 3-Mercaptohexyl hexanoate 5-Hydroxyindoleacetic acid Ergothioneine Neurine Gravelliferone 
43 Prolylhydroxyproline Benzothiazole Hexanoylcarnitine Isosakuranin Pipecolic acid 

44 p-Cresol sulfate Glutathione Histidinyl-Isoleucine Aspartyl-L-proline 
Methyl (9Z)-10'-oxo-6,10'-diapo-6-
carotenoate 

45 L-Acetylcarnitine Phenmetrazine Valganciclovir Valerenic acid 4-Chloro-1H-indole-3-acetic acid 
46 Hypoxanthine Glycerol tripropanoate Phosphoric acid 5-Hydroxyindoleacetic acid Isoleucyl-Methionine 
47 Garcinia acid Creatine Hydroxyprolyl-Valine Beta-Alanine Alnustone 
48 Erythronic acid 2-Bromophenol 3-(4-Methyl-3-pentenyl)thiophene Glutathione 3-Dehydroxycarnitine 
49 Guanidoacetic acid 3-(4-Methyl-3-pentenyl)thiophene Erinapyrone C Piperidine Garcinia acid 

50 Proline betaine 
(alpha-D-mannosyl)7-beta-D-mannosyl-diacetylchitobiosyl-L-asparagine, 
isoform B (protein) N-Methylethanolaminium phosphate 2,5-Furandicarboxylic acid Valganciclovir 
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Supplementary Table. 3: List of all pathways identified 5 methods 

K-Sparse method 

Clusters 

Comparaison 

Interaction metabolite Pathway Name Total 

Cmpd 

Match 

Status 

Raw p -log(p) Impact 

C1 vs C2  Porphyrin and chlorophyll metabolism 104 2 0,0101 4,5996 0,0000 

L-Histidine; L-Phenylalanine; L-Glutamine; L-Methionine; L-Isoleucine; L-

Threonine; L-Tyrosine; L-Proline; L-Glutamic acid; Phosphoserine; 

Aminoacyl-tRNA biosynthesis 75 10 0,0453 3,0950 0,0563 

C1 vs C3 UDP- glucose Starch and sucrose metabolism 50 1 0,0107 4,5388 0,1390 

UDP- glucose Amino sugar and nucleotide sugar metabolism 88 1 0,0107 4,5388 0,0928 

UDP- glucose Galactose metabolism 41 1 0,0107 4,5388 0,0009 

UDP-glucose; Glyceric acid Glycerolipid metabolism 32 2 0,0153 4,1831 0,0206 

Isoleucine; Methylmalonic acid Valine, leucine and isoleucine degradation 40 2 0,0264 3,6350 0,0000 

C2 vs C3 Formiminoglutamic acid; L-Glutamic acid; L-Histidine; Histamine; Ergothioneine;  Histidine metabolism 44 5 0,0299 3,5114 0,1977 

Triethanolamine; Glycerylphosphorylethanolamine; Glycerophosphocholine;  Glycerophospholipid metabolism 39 3 0,0366 3,3065 0,0263 

Pipecolic acid; Aminoadipic acid; Lysine degradation 47 2 0,0490 3,0160 0,0161 

SIMLR method 

Clusters 

Comparaison 

Interaction metabolite Pathway Name Total 

Cmpd 

Match 

Status 

Raw p -log(p) Impact 

C1 VS C2 Glutathione; Oxidized glutathione; Glycine; L-Glutamic acid; Pyroglutamic acid; 

Spermidine; Ornithine; Putrescine; Spermine; 

Cadaverine; Aminopropylcadaverine; Ascorbic acid; 

Glutathione metabolism 38 12 0 12,826 0,3628 

Ascorbic acid; Uridine diphosphate glucose; Pyruvic acid; D-Glucuronic acid 1-

phosphate; Oxoglutaric acid;  
Ascorbate and aldarate metabolism 45 5 0 12,469 0,1383 

L-Tryptophan; N-Acetylserotonin; 5-Hydroxyindoleacetic acid; 2-Aminomuconic acid 

semialdehyde; 3-Hydroxyanthranilic acid; L-Kynurenine; Acetyl-N-formyl-5-

methoxykynurenamine; Isophenoxazine; 

Tryptophan metabolism 79 8 0,0001 9,1233 0,2741 

5'-Methylthioadenosine; N-Formyl-L-methionine; L-Homocysteine; L-Methionine; 

Glutathione; Phosphoserine; 3-Sulfinoalanine; L-Aspartyl-4-phosphate; Pyruvic acid;  
Cysteine and methionine metabolism 56 9 0,0008 7,1674 0,2509 

L-Glutamine; Phosphoribosylformylglycineamidine; Cyclic AMP; Adenosine 

monophosphate; Adenosine; Inosine; Adenine; Hypoxanthine; Guanine; Uric acid; 5-

Hydroxyisourate; Guanosine; Adenosine diphosphate ribose; 5-Aminoimidazole 

ribonucleotide; Glyoxylic acid; Glycine; Adenosine 3',5'-diphosphate;  

Purine metabolism 92 17 0,0011 6,8091 0,2048 

Glyoxylic acid; Oxoglutaric acid; N-Formyl-L-methionine; Glycolic acid; Glyceric 

acid; Pyruvic acid; 
Glyoxylate and dicarboxylate metabolism 50 6 0,0027 5,9281 0,268 

L-Glutamine; Ornithine; Citrulline; L-Arginine; L-Glutamic acid; N-

Acetylornithine; L-Proline; Hydroxyproline; Guanidoacetic acid; Creatine; 4-
Arginine and proline metabolism 77 19 0,0053 5,238 0,6514 
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Guanidinobutanoic acid; N2-Succinyl-L-ornithine; Putrescine; Spermidine; N-

Acetylputrescine; Pyruvic acid; Glyoxylic acid; Spermine; 

Arginine; Ornithine; D-Arginine and D-ornithine metabolism 8 2 0,0054 5,2304 0 

Oxoglutaric acid; Oxalosuccinic acid; Pyruvic acid;  Citrate cycle (TCA cycle) 20 3 0,0075 4,8991 0,176 

D-Xylose; Uridine diphosphate glucose; D-Glucuronic acid 1-phosphate; Pyruvic acid; Pentose and glucuronate interconversions 53 4 0,0076 4,8821 0,0394 

Glycine;5b-Cyprinol sulfate; Primary bile acid biosynthesis 47 2 0,0123 4,4004 0,0082 

2-Hydroxyethanesulfonate; Pyruvic acid; 3-Sulfinoalanine;  Taurine and hypotaurine metabolism 20 3 0,0154 4,1754 0,0324 

Glycerylphosphorylethanolamine; Glycerophosphocholine;  Ether lipid metabolism 23 2 0,0162 4,1223 0 

Glyceric acid; Betaine; Guanidoacetic acid; Dimethylglycine; Glycine; Phosphoserine; 

L-Threonine; O-Phosphohomoserine; L-Aspartyl-4-phosphate; Creatine; Glyoxylic 

acid; Pyruvic acid; L-Tryptophan 

Glycine, serine and threonine metabolism 48 13 0,018 4,0154 0,46986 

Uridine diphosphate glucose; D-Glucuronic acid 1-phosphate; N-Acetyl-D-

Glucosamine 6-Phosphate; Uridine diphosphate-N-acetylglucosamine ; Cytidine 

monophosphate N-acetylneuraminic acid; D-Glucose; D-Xylose 

Amino sugar and nucleotide sugar metabolism 88 7 0,0187 3,9783 0,1417 

Formiminoglutamic acid; L-Glutamic acid; Urocanic acid; L-Histidine; Histamine; D-

Erythro-imidazole-glycerol-phosphate; Ergothioneine; Hydantoin-5-propionic 

acid; Imidazole acetol-phosphate; Oxoglutaric acid; 

Histidine metabolism 44 10 0,0412 3,1903 0,3705 

Pyridoxamine; Oxoglutaric acid; 3-Hydroxy-2-methylpyridine-4,5-dicarboxylate; 

Pyruvic acid;  

Vitamin B6 metabolism 32 4 0,0412 3,1898 0,0773 

C1 VS C3 Isoleucine; Methylmalonic acid Valine, leucine and isoleucine degradation 40 2 0,0067 4,9992 0 

Formiminoglutamic acid; L-Glutamic acid; Urocanic acid; L-Histidine; Histamine; D-

Erythro-imidazole-glycerol-phosphate; Ergothioneine; Hydantoin-5-propionic acid; 

Imidazole acetol-phosphate; Oxoglutaric acid;  

Histidine metabolism 44 10 0,0139 4,2752 0,3705 

L-Phenylalanine; L-Tyrosine; L-Tryptophan; L-Glutamic acid; L-Glutamine; L-

Homocysteine; L-Histidine; Glycine; Adenosine monophosphate;  

Nitrogen metabolism 39 9 0,0152 4,1851 0 

Phenylpyruvic acid; L-Phenylalanine; L-Tyrosine; 3-Dehydroquinate; L-Tryptophan;  Phenylalanine, tyrosine and tryptophan 

biosynthesis 

27 5 0,0189 3,9687 0,099 

L-Histidine; L-Phenylalanine; L-Arginine; L-Glutamine; Glycine; L-Methionine; L-

Lysine; L-Isoleucine; L-Threonine; L-Tryptophan; L-Tyrosine; L-Proline; L-Glutamic 

acid; Phosphoserine;  

Aminoacyl-tRNA biosynthesis 75 14 0,0245 3,7085 0,1127 

L-Glutamine; Phosphoribosylformylglycineamidine; Cyclic AMP; Adenosine 

monophosphate; Adenosine; Inosine; Adenine; Hypoxanthine; Guanine; Uric acid; 

Guanosine; Adenosine diphosphate ribose; 5-Aminoimidazole ribonucleotide; 

Glyoxylic acid; Glycine; Adenosine 3',5'-diphosphate;  

Purine metabolism 92 17 0,0328 3,4159 0,2048 

Pyridoxamine; Oxoglutaric acid; 3-Hydroxy-2-methylpyridine-4,5-dicarboxylate; 

Pyruvic acid; 

Vitamin B6 metabolism 32 4 0,0434 3,1375 0,0773 
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Glycerol 3-phosphate; Triethanolamine; Citicoline; O-Phosphoethanolamine; 

Glycerylphosphorylethanolamine; CDP-Ethanolamine; Glycerophosphocholine; 

Glycerophospholipid metabolism 39 7 0,0491 3,0137 0,2464 

C2 VS C3 L-Tryptophan; N-Acetylserotonin; 5-Hydroxyindoleacetic acid; 2-Aminomuconic acid 

semialdehyde; 3-Hydroxyanthranilic acid; L-Kynurenine; Acetyl-N-formyl-5-

methoxykynurenamine; Isophenoxazine; 

Tryptophan metabolism 79 8 0 16,409 0,2741 

Glutathione; Oxidized glutathione; Glycine; L-Glutamic acid; Pyroglutamic 

acid; Spermidine; Ornithine; Putrescine; Spermine; 

Cadaverine; Aminopropylcadaverine; Ascorbic acid; 

Glutathione metabolism 38 12 0 16,133 0,3628 

Ascorbic acid; Uridine diphosphate glucose; Pyruvic acid; D-Glucuronic acid 1-

phosphate; Oxoglutaric acid 

Ascorbate and aldarate metabolism 45 5 0 13,096 0,1383 

5'-Methylthioadenosine; N-Formyl-L-methionine; L-Homocysteine; L-Methionine; 

Glutathione; Phosphoserine; 3-Sulfinoalanine; L-Aspartyl-4-phosphate; Pyruvic acid; 

Cysteine and methionine metabolism 56 9 0,0001 9,8548 0,2509 

L-Phenylalanine; L-Tyrosine; L-Tryptophan; L-Glutamic acid; L-Glutamine; L-

Homocysteine; L-Histidine; Glycine; Adenosine monophosphate; 

Nitrogen metabolism 39 9 0,0001 9,1978 0 

Phenylpyruvic acid; L-Phenylalanine; L-Tyrosine; 3-Dehydroquinate; L-Tryptophan;  Phenylalanine, tyrosine and tryptophan 

biosynthesis 

27 5 0,0001 8,9814 0,099 

L-Histidine; L-Phenylalanine; L-Arginine; L-Glutamine; Glycine; L-Methionine; L-

Lysine; L-Isoleucine; L-Threonine; L-Tryptophan; L-Tyrosine; L-Proline; L-Glutamic 

acid; Phosphoserine;  

Aminoacyl-tRNA biosynthesis 75 14 0,0002 8,758 0,1127 

Glyoxylic acid; Oxoglutaric acid; N-Formyl-L-methionine; Glycolic acid; Glyceric 

acid; Pyruvic acid; 

Glyoxylate and dicarboxylate metabolism 50 6 0,0004 7,7271 0,268 

Glycine;Cyprinol sulfate; Primary bile acid biosynthesis 47 2 0,0006 7,4259 0,0082 

L-Glutamine; Phosphoribosylformylglycineamidine; Cyclic AMP; Adenosine 

monophosphate; Adenosine; Inosine; Adenine; Hypoxanthine; Guanine; Uric acid; 5-

Hydroxyisourate; Guanosine; Adenosine diphosphate ribose; 5-Aminoimidazole 

ribonucleotide; Glyoxylic acid; Glycine; Adenosine 3',5'-diphosphate;  

Purine metabolism 92 17 0,0007 7,306 0,2048 

Malonic acid; Beta-Alanine; Spermine; Spermidine; Dihydrouracil; Pantothenic acid; 

Uracil; L-Histidine 

beta-Alanine metabolism 28 8 0,0012 6,7568 0,3577 

Uridine 5'-monophosphate; L-Glutamine; Dihydrouracil; Cytidine 

monophosphate; Cytidine; Cytosine; Uracil; Dihydrothymine; Uridine diphosphate 

glucose; Malonic acid; Ureidosuccinic acid; Beta-Alanine; Methylmalonic acid;  

Pyrimidine metabolism 60 13 0,0014 6,5817 0,2756 

Pantothenic acid; Dihydrouracil; Beta-Alanine; Pyruvic acid; Adenosine 3',5'-

diphosphate; Uracil; 

Pantothenate and CoA biosynthesis 27 6 0,0023 6,0879 0,2736 

L-Phenylalanine; Phenylpyruvic acid; Benzoic acid; Hippuric acid; Pyruvic acid; L-

Tyrosine; 

Phenylalanine metabolism 45 6 0,0072 4,9364 0,2468 

 L-Glutamic acid; L-Glutamine; Oxoglutaric acid D-Glutamine and D-glutamate metabolism 11 3 0,0124 4,39 0,139 

Isoleucine;Methylmalonic acid Valine, leucine and isoleucine degradation 40 2 0,015 4,1984 0 
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L-Glutamine; Ornithine; Citrulline; L-Arginine; L-Glutamic acid; N-

Acetylornithine; L-Proline; Hydroxyproline; Guanidoacetic acid; Creatine; Creatinine; 

4-Guanidinobutanoic acid; N2-Succinyl-L-ornithine; Putrescine; Spermidine; N-

Acetylputrescine; Pyruvic acid; Glyoxylic acid; Spermine;  

Arginine and proline metabolism 77 19 0,0169 4,082 0,6514 

2-Hydroxyethanesulfonate ; Pyruvic acid; 3-Sulfinoalanine;  Taurine and hypotaurine metabolism 20 3 0,0215 3,8411 0,0324 

N-Acetyl-L-aspartic acid; Pyruvic acid; Ureidosuccinic acid; Oxoglutaric acid; L-

Glutamine; L-Glutamic acid; 2-Keto-glutaramic acid; 

Alanine, aspartate and glutamate metabolism 24 7 0,0221 3,8108 0,4122 

Pyridoxamine; Oxoglutaric acid; 3-Hydroxy-2-methylpyridine-4,5-

dicarboxylate; Pyruvic acid;  

Vitamin B6 metabolism 32 4 0,0267 3,6235 0,0773 

Oxoglutaric acid; Oxalosuccinic acid; Pyruvic acid Citrate cycle (TCA cycle) 20 3 0,0302 3,5015 0,176 

Glyceric acid; Betaine; Guanidoacetic acid; Dimethylglycine; Glycine; 

Phosphoserine; L-Threonine; O-Phosphohomoserine; L-Aspartyl-4-

phosphate; Creatine; Glyoxylic acid; L-Tryptophan 

Glycine, serine and threonine metabolism 48 13 0,0372 3,2914 0,4699 

Uridine diphosphate glucose; Glycerol 3-phosphate; Glycerol; Glyceric 

acid; Galactosylglycerol;  

Glycerolipid metabolism 32 5 0,0427 3,1546 0,2162 

D-Xylose; Uridine diphosphate glucose; D-Glucuronic acid 1-phosphate; Pyruvic 

acid;  

Pentose and glucuronate interconversions 53 4 0,0427 3,1536 0,0394 

Sparse Kmeans method 

Clusters 

Comparaison 

Interaction metabolite  Total 

Cmpd 

Match 

Status 

Raw p -log(p) Impact 

C1 VS C2 L-Methionine;Glutathione  Cysteine and methionine metabolism 56 2 0.007 4.9 0.0454 

C1 VS C3        

C1 VS C3 L-Methionine;Glutathione;  Cysteine and methionine metabolism 56 2 0.0020 6.2 0.00454 

Spectral clustering method 

Clusters 

Comparaison 

Interaction metabolite Pathway Name Total 

Cmpd 

Match 

Status 

Raw p -log(p) Impact 

C1 VS C2 Glycine; L-Glutamic acid; L-Threonine; Porphyrin and chlorophyll metabolism 104 3 0,0240 3,7290 0,0000 

Uridine diphosphate glucose; Glycerol 3-phosphate; Glycerol; Glyceric acid; 

Galactosylglycerol; 

Glycerolipid metabolism 32 5 0,0334 3,4003 0,2162 

Galactitol; Galactosylglycerol; Uridine diphosphate glucose; D-Galactonate; D-

Glucose; Glycerol; 

Galactose metabolism 41 6 0,0363 3,3154 0,1539 

C1 VS C3 Iminoaspartic acid; Quinolinic acid; Niacinamide; Pyruvic acid; Propionic acid; Nicotinate and nicotinamide metabolism 44 5 0,0024 6,0206 0,0712 

Glyceric acid; Betaine; Guanidoacetic acid; Dimethylglycine; Glycine; Phosphoserine; 

L-Threonine; O-Phosphohomoserine; L-Aspartyl-4-phosphate; Creatine; Glyoxylic 

acid; L-Tryptophan 

Glycine, serine and threonine metabolism 48 13 0,0040 5,5100 0,4699 
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5'-Methylthioadenosine; N-Formyl-L-methionine; L-Homocysteine; L-Methionine; 

Glutathione; Phosphoserine; 3-Sulfinoalanine; L-Aspartyl-4-phosphate; Pyruvic acid; 

Cysteine and methionine metabolism 56 9 0,0098 4,6232 0,2509 

Formiminoglutamic acid; L-Glutamic acid; Urocanic acid; L-Histidine; Histamine; D-

Erythro-imidazole-glycerol-phosphate; Ergothioneine; Hydantoin-5-propionic acid; 

Imidazole acetol-phosphate; Oxoglutaric acid; 

Histidine metabolism 44 10 0,0101 4,5961 0,3705 

xoglutaric acid; Oxalosuccinic acid; Pyruvic acid; Citrate cycle (TCA cycle) 20 3 0,0171 4,0710 0,1760 

Pyruvic acid; L-Threonine; L-Isoleucine; Valine, leucine and isoleucine biosynthesis 27 3 0,0178 4,0277 0,0350 

Pyruvic acid; Terpenoid backbone biosynthesis 33 1 0,0207 3,8797 0,0000 

D-Xylose; Uridine diphosphate glucose; D-Glucuronic acid 1-phosphate; Pyruvic acid; Pentose and glucuronate interconversions 53 4 0,0210 3,8609 0,0394 

D-Glucose; Glyceric acid; Pyruvic acid; Pentose phosphate pathway 32 3 0,0232 3,7622 0,0218 

Pyruvic acid; L-Lactic acid; D-Glucose; Glycolysis or Gluconeogenesis 31 3 0,0249 3,6928 0,0953 

Pyruvic acid; L-Lactic acid; Pyruvate metabolism 32 2 0,0274 3,5955 0,3201 

L-Glutamic acid; Pyruvic acid; Butyric acid; Oxoglutaric acid; Butanoate metabolism 40 4 0,0283 3,5644 0,0852 

2-Hydroxyethanesulfonate; Pyruvic acid; 3-Sulfinoalanine; Taurine and hypotaurine metabolism 20 3 0,0287 3,5525 0,0324 

Glyoxylic acid; Oxoglutaric acid; N-Formyl-L-methionine; Glycolic acid; Glyceric 

acid; Pyruvic acid; 

Glyoxylate and dicarboxylate metabolism 50 6 0,0303 3,4966 0,2680 

Ascorbic acid; Uridine diphosphate glucose; Pyruvic acid; D-Glucuronic acid 1-

phosphate; Oxoglutaric acid; 

Ascorbate and aldarate metabolism 45 5 0,0330 3,4104 0,1383 

Epinephrine; Dopamine; L-Tyrosine; Homovanillic acid; Pyruvic acid; Tyrosine metabolism 76 5 0,0385 3,2580 0,1750 

N-Acetyl-L-aspartic acid; Pyruvic acid; Ureidosuccinic acid; Oxoglutaric acid; L-

Glutamine; L-Glutamic acid; 2-Keto-glutaramic acid; 

Alanine, aspartate and glutamate metabolism 24 7 0,0390 3,2431 0,4122 

Pyridoxamine; Oxoglutaric acid; 3-Hydroxy-2-methylpyridine-4,5-dicarboxylate; 

Pyruvic acid; 

Vitamin B6 metabolism 32 4 0,0447 3,1074 0,0773 

C2 VS C3 N-Acetyl-L-aspartic acid; Pyruvic acid; Ureidosuccinic acid; Oxoglutaric acid; L-

Glutamine; L-Glutamic acid; 2-Keto-glutaramic acid; 

Alanine, aspartate and glutamate metabolism 24 7 0,0209 3,8659 0,4122 

L-Glutamic acid; L-Glutamine; Oxoglutaric acid D-Glutamine and D-glutamate metabolism 11 3 0,0275 3,5922 0,1390 

PCA-Kmeans method 

Clusters 

Comparaison 

Interaction metabolite Pathway Name Total 

Cmpd 

Match 

Status 

Raw p -log(p) Impact 

C1 vs C2 Iminoaspartic acid; Quinolinic acid; Niacinamide; Pyruvic acid; Propionic acid; Nicotinate and nicotinamide metabolism 44 5 0,020 3,9278 0,0712 

Galactitol; Galactosylglycerol; Uridine diphosphate glucose; D-Galactonate; D-

Glucose; Glycerol;  

Galactose metabolism 41 6 0,025 3,6893 0,1539 

Ascorbic acid; Uridine diphosphate glucose; Pyruvic acid; D-Glucuronic acid 1-

phosphate; Oxoglutaric acid;  

Ascorbate and aldarate metabolism 45 5 0,046 3,0797 0,1383 

Formiminoglutamic acid; L-Glutamic acid; Urocanic acid; L-Histidine; Histamine; D-

Erythro-imidazole-glycerol-phosphate; Ergothioneine; Hydantoin-5-propionic acid; 

Imidazole acetol-phosphate; Oxoglutaric acid;  

Histidine metabolism 44 10 0,048 3,0407 0,3705 
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L-Glutamic acid; L-Glutamine; Oxoglutaric acid D-Glutamine and D-glutamate metabolism 11 3 0,049 3,0236 0,1390 

C1 vs C3 Iminoaspartic acid; Quinolinic acid; Niacinamide; Pyruvic acid; Propionic acid;  Nicotinate and nicotinamide metabolism 44 5 0,003 5,9412 0,0712 

Oxoglutaric acid; Oxalosuccinic acid; Pyruvic acid; Citrate cycle (TCA cycle) 20 3 0,011 4,4865 0,1760 

Epinephrine; Dopamine; L-Tyrosine; Homovanillic acid; Pyruvic acid;  Tyrosine metabolism 76 5 0,024 3,7311 0,1750 

Pyruvic acid; Terpenoid backbone biosynthesis 33 1 0,031 3,4834 0,0000 

Pyruvic acid;L-Lactic acid; Pyruvate metabolism 32 2 0,043 3,1507 0,3201 

D-Xylose; Uridine diphosphate glucose; D-Glucuronic acid 1-phosphate ;Pyruvic 

acid;  

Pentose and glucuronate interconversions 53 4 0,044 3,1214 0,0394 

Pyruvic acid; L-Threonine; L-Isoleucine; Valine, leucine and isoleucine biosynthesis 27 3 0,045 3,1107 0,0350 

Ascorbic acid; Uridine diphosphate glucose; Pyruvic acid; D-Glucuronic acid 1-

phosphate; Oxoglutaric acid;  

Ascorbate and aldarate metabolism 45 5 0,045 3,0926 0,1383 

L-Glutamic acid; Pyruvic acid; Butyric acid; Oxoglutaric acid;  Butanoate metabolism 40 4 0,046 3,0843 0,0852 

D-Glucose; Glyceric acid; Pyruvic acid; Pentose phosphate pathway 32 3 0,046 3,0769 0,0218 

N-Acetyl-L-aspartic acid; Pyruvic acid; Ureidosuccinic acid; Oxoglutaric acid; L-

Glutamine; L-Glutamic acid; 2-Keto-glutaramic acid; 

Alanine, aspartate and glutamate metabolism 24 7 0,048 3,0446 0,4122 

C2 vs C3 L-Glutamic acid; L-Glutamine; Oxoglutaric acid D-Glutamine and D-glutamate metabolism 11 3 0,012 4,4588 0,1390 

N-Acetyl-L-aspartic acid; Pyruvic acid; Ureidosuccinic acid; Oxoglutaric acid; L-

Glutamine; L-Glutamic acid; 2-Keto-glutaramic acid;  

Alanine, aspartate and glutamate metabolism 24 7 0,046 3,0796 0,4122 
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Supplementary Fig. S1: Protocol used in MZmine for the treatment of metabolomic data 
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Supplementary Fig. 2A: Overall survival 

 

 

 

Supplementary Fig. 2B: Specific survival 
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Supplementary Fig. 2C: Recurrence free survival 

 
 Months 

time 0 12 24 36 48 60 

n.risk 52 51 50 43 23 8 

n.event 1 5 2 1 1 1 

surv 98.1 85.5 84.6 82.4 80.1 72.1 

IC 95% lower 94.4 80.2 75.4 72.6 69.7 56.2 

IC 95% upper 100 97.6 95.0 93.6 92.0 92.4 
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Supplementary Fig. 3: Estimate optimal number of clusters. 

A: Gap statistic criterion 

 

B: Davies-Bouldin criterion 
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3C: Calinski-Harabasz criterion 

 

3D: Silhouette criterion 
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E: SIMLR criterion 
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Supplementary Fig. S4: Boxplot of the 14 metabolites extracted from 5 ML methods 

 

K-Sparse          SIMLR 
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Sparse K-means         Spectral 

Clustering 
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PCA K-means 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

c) DISCUSSION  

Nos résultats fournissent une preuve de concept de l'utilisation de la métabolomique avec 

des méthodes de ML non supervisée pour la stratification, et à terme, la gestion 

personnalisée des patients atteints de cancer du sein.  

 

Cependant, deux limitations majeures ressortent de ce premier travail. Tout d’abord, 

même si le métabolisme des acides aminés, du glucose et de la glutaminolyse sont les 

voies les plus fréquemment discriminants pour le clustering, aucune voie métabolique 

universelle n’a été identifiée. Par conséquent, le choix de la méthode de ML va influencer 

grandement les voies d’activation métabolique sélectionnées par la suite pour établir une 

signature métabolomique.  

 

La cohérence des clusters établis a été vérifiée grâce à l’analyse clinique et 

histopronostique des 3 groupes de patients et à l’interprétation des données de survie 

simulée par PREDICT tool qui s’appuie sur les critères cliniques et histopronostiques 

également. Le suivi était encore insuffisant et ne permettait pas une analyse de survie 

réelle.  

 

Cependant, il existait une tendance nette en défaveur du cluster 3 en survie sans 

évènement à 18 mois, ce qui renforçait de nouveau le potentiel de la métabolomique en 

analyse non supervisée.  
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Figure 29. Premières estimations des données de survie de l’étude EMMEA. 

 

 

La deuxième limitation est la taille de l’échantillon limitée et l’absence de cohorte de 

validation. Des études de validation sont donc nécessaires pour confirmer les premiers 

résultats obtenus.  
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2. Article EMMEA – Analyse de survie 

a) INTRODUCTION 

Après avoir mis en évidence une capacité de la métabolomique à différencier des clusters 

de patients avec des critères histopronostiques et des caractéristiques cliniques 

distinctes, nous voulions évaluer la validité clinique par des analyses de survie. Les 

analyses de survie simulées réalisées par PREDICT tool dans le premier article montraient 

déjà une tendance intéressante. Cependant, ces analyses simulées ne permettaient pas de 

conclure en une validité clinique de la métabolomique. Après 3 années de suivi 

supplémentaires, nous avons actualisé les données de survie. Le but était d'analyser la 

survie de des groupes de patients définis par les méthodes de ML non supervisées.  

b) RESUME DES PRINCIPAUX RESULTATS & ARTICLE 

Dans cette analyse de survie, 49 patientes, atteintes d’un cancer du sein localisé avec une 

indication de chimiothérapie adjuvante entre 2013 et 2016, ont été inclues. Trois 

patientes oligométastatiques d’emblée ou diagnostiquées métastatiques dans les 3 mois 

ont été retirées de l’analyse. Les groupes 1 et 2 ont été regroupés et comparés au groupe 

3 au vu des premiers résultats de survie obtenus précédemment (figure 29). Le suivi 

médian a été étendu à 85,8 mois (IC95% [83,6-97,9]). Les analyses de survie (survie 

globale, survie spécifique au cancer et survie sans progression) obtenues avec les mêmes 

5 méthodes ML non supervisées ont été analysées et une optimisation Bootstrap a été 

appliquée. Les méthodes PCA k-means, K-sparse et Spectral clustering ont été les plus 

performantes pour prédire la survie sans progression à 2 ans avec optimisation bootstrap 

(SSPb) ; comme exemple bootstrap, avec la méthode PCA k-means, la SSPb était de 94% 

(95%CI [90-98]) pour les clusters 1&2 contre 82% (95%CI [75-91]) pour le cluster 3 

(p=0.01). La méthode PCA k-means a eu la meilleure performance avec une plus grande 

reproductibilité (HR moyen 2 (95%CI [1,4-2,7]); probabilité de p≤0,05 85%). Les analyses 

CSS et OS ont trouvé une discordance entre les 5 méthodes de ML non supervisées. 
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Abstract  
Purpose: We previously published the comparison of 5 different unsupervised machine learning 

methods (PCA k-means, Sparse k-means, Spectral clustering, SIMLR and k-sparse) to establish a 

metabolomic signatures of breast cancer (BC). Are reported here the survival analysis with extended 

follow-up. 

Experimental design: Forty-nine consecutive patients, with non-metastatic BC and an indication of 

adjuvant chemotherapy between 2013 and 2016, were included retrospectively. Median follow-up 

was extended to 85.8 months (95%CI [83.6-97.9]). As previously reported, tumor resection samples 

were analyzed, and 449 metabolites were extracted by combined LC-MS. Survival analysis (overall 

survival, cancer-specific survival, and progression-free survival) obtained with the same 5 unsupervised 

ML methods were reported. Cluster 1 and 2 were regrouped and compared versus cluster 3. Bootstrap 

optimization was applied. 

Results: PCA k-means, K-sparse and Spectral clustering were the most performing methods to predict 

2-year progression-free survival with bootstrap optimization (PFSb); as bootstrap example, with PCA 

k-means method, PFSb were 94% (95%CI [90-98]) for cluster 1&2 versus 82% (95%CI [75-91] for cluster 

3 (p=0.01). PCA k-means method had the best performance with higher reproducibility (mean HR 2 

(95%CI [1.4-2.7]); probability of p≤0.05 85%). CSS and OS analyses found discordance between the 5 

ML unsupervised methods.  

Conclusion: Our study is a proof-of-principle that it is possible to use unsupervised ML methods on 

metabolomic data to predict PFS survival outcomes with the best performance for PCA k-means. A 

larger population study is needed to conclude on CSS and OS analyses.
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Introduction 

 

Worldwide, breast cancer(BC) is the most common cancer in women and the second leading cause of 

cancer deaths(93). Metabolic pathway alterations associated with BC tumors and disease progression 

have been widely explored at the genomic level(188,278,279). Proteomics studies have also revealed 

alterations in metabolism-associated protein expression in BC tumors with a correlation with overall 

and recurrence-free survival(280). Metabolomics is a new and rapidly developing field of investigation 

dedicated to the study of metabolism in tissues and fluids. There are two distinct approaches to 

metabolomics: a targeted approach aiming to precisely quantifying a limited number of predefined 

metabolites of interest(234) and a non-targeted approach aiming to measure, without a priori, the 

largest possible number of metabolites in a sample(235,281). Only few studies have reported 

associations between metabolic alterations and early BC patient survival outcomes based on serum 

analyses(282,283). To our knowledge, no study has been performed on tumor tissue.  

Metabolomics can generate a large amount of data, which can make their analysis difficult, hence the 

interest of machine learning (ML) methods to extract useful information. In the case of metabolomics, 

ML involve supervised or unsupervised methods. Supervised method can be used to predict 

metabolites or biomarkers associated with a particular disease from labeled metabolomic data. 

Unsupervised learning can be used to identify patterns or groups of patients and metabolites that may 

be associated with specific diseases or phenotypes from unlabeled metabolomic data. The 

unsupervised algorithm takes a dataset and attempts to find a structure in the data by grouping or 

clustering the data points(284,285).  

We previously published a comparison of 5 different unsupervised machine learning methods (PCA k-

means, Sparse k-means, Spectral clustering, SimLR and K-sparse) to establish a metabolomic signature 

of breast cancer (BC)(286). In-silico survival analysis based on survival data simulated by predict tool 

(https://breast.predict.nhs.uk/tool)(114,287) revealed a significant difference for 5-year predicted 

overall survival (OS) and cancer-specific survival (CSS) between the 3 clusters(286). As event occurs 

many years after initial diagnosis, data was initially not mature enough to allow real data survival 

analyses. However, these simulated data may also be biased. Therefore, with extended follow-up of 

additional three years, we analyzed the real survival data. The objective of this study was to compare 

5 different methods of unsupervised machine learning (PCA k-means, Sparse k-means, Spectral 

clustering, SimLR and K-sparse) to predict progression free survival (PFS), CSS and OS. 

  

https://breast.predict.nhs.uk/tool
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Material and methods 

 

Selection and data collection of patients  

A cohort of patients treated in our institution between March 2013 and September 2016 for a clinical 

stage I to IIIB biopsy-proven BC, with an indication for adjuvant therapy after surgery, was included 

retrospectively in the study. Compared to the first publication(286), 3 metastatic patients were 

excluded from the survival analysis. A patient was considered de novo metastatic if metastatic 

diagnosis occurred within the first two months of treatment. Patients were treated according to 

national guidelines. Clinical, histological, radiological, and therapeutical data were retrospectively 

extracted from our facility’s digital records or collected by a clinical data monitor. Follow up data was 

either extracted from our facility’s digital records or retrieved through telephone communications if 

patients had changed facilities during surveillance. The date of the latest news was updated at the 

time of the final survival analysis, on December 2022. Written informed consent was obtained from all 

study participants. All procedures performed in studies involving tissue collection and analyses were 

in accordance with the ethical standards of the institutional and/or national research committee 

(French National Commission for Informatics and Liberties N°17003 and National Institute Health data 

N° 1515251018). 

 

Statistical analysis 

Relevance of the discovered clusters were assessed by comparing the clinical and survival 

characteristics between clusters by using χ2 or Fisher’s exact tests for categorical data, analysis of 

variance or Mann-Whitney’s test for continuous variables and log-rank test for censored data. P-values 

inferior to 0.05 (two-sided) were considered statistically significant. Overall survival (OS) was defined 

by the time between diagnosis and death due to any cause. Cancer-specific survival (CSS) was defined 

by the time between diagnosis and death due to breast cancer. Progression-Free Survival (PFS) was 

defined by the time between diagnosis and the first progression (local, regional and metastasis). 

Patients showing no event (death or recurrence) or lost to follow-up were censored at the date of their 

last contact. OS, CSS and PFS were estimated using the Kaplan-Meier method. Median follow-up with 

a 95% confidence interval (95%CI) was calculated by reverse Kaplan–Meier method. 2-year outcomes 

were detailed, and bootstrap optimization were applied on these results to simulate the effect in a 

larger study population and highlight first trends : 200 subjects were randomly sampled to assess 

effectiveness without overpowering; 1000 subjects were randomly sampled to provide reproducibility 

and performance criteria (P-values, 95%CI) in a sample size comparable to similar studies dealing with 

genomic signature. For each sampling, the survival was compared between each cluster of all 5 
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methods. The relationship between clusters and the OS, CSS and PFS was analyzed by hazard ratio 

(95% confidence interval). A total of 1,500 replicates were performed. 

 

Metabolomic analysis 

Sample collection and preparation, details of LC-MS analysis, data preprocessing and metabolite 

identification have been already reported previously(286). Final metabolomic analysis was performed 

on 449 metabolites.  

 

 

Results 

Clinical and tumor characteristics 

Forty-nine consecutive patients with non-metastatic breast cancer were analyzed. Tumor and 

treatment characteristics are described in Table 1. Median age was 65 years (range: 37-8). Main 

histological type and tumor stage were invasive ductal carcinoma (91.8%), T1 (40.8%) and T2 (44.9%) 

respectively. Twenty-one patients (42.9%) presented axillary lymph node invasion. Five patients 

(10.2%) had histological grade I tumors, 20 patients (40.8%) had histological grade II tumors and 23 

patients (46.9%) had grade III tumors. Half of the patient’s tumors had negative hormone receptor 

status (46.9%) and 18.4% had a Her-2 overexpression. To study the survival behavior of the supposedly 

aggressive cancers grouped in cluster 3 and to deal with small population size in each cluster, cluster 

1 and 2 (cluster 1&2) were regrouped to be compared to cluster 3. As previously described, patients 

in cluster 3 were more often those with unfavorable prognostic factors: grade III, non-luminal with 

negative hormone receptor or triple negative phenotype. On the contrary, patients in cluster 1&2 had 

more often favorable prognosis factors: tumour stage T1, N0, histological grade I/II, and luminal 

phenotype. Details of patient’s characteristics for the five unsupervised machine learning methods 

cluster 1&2 and cluster 3 are shown in Table 1. 

Survival outcomes for the entire cohort 

Median follow–up was extended to 85.8 months (95%CI, [83.6-97.9]).  In the entire cohort, 2-year PFS 

and 5 year PFS were 98% (95%CI [94%-100%]) and 80% (95%CI [69%-92%]) respectively; 2-year CSS 

and 5 year CSS were 98% (95%CI [94%-100%]) and 85% (95%CI [76%-96%]) respectively; 2-year OS and 

5 year OS were 88% (95%CI [79%-97%]) and 79% (95%CI [69%-92%]) respectively (FigureS1). 
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Survival Analysis of 2-year PFS with 5 unsupervised ML methods  

As shown on table 2, the survival analysis with the previous clustering (k=3) did not show a statistical 

difference on the PFS data. The survival analysis with the new clustering regrouping clusters 1&2 

showed a clinical trend, increased using the censored PFS at 2 years (Figure 1 and Figure S2 a). 

However, the result was still not statistically significant. We presented in Figure 1 and Figure S2, an 

example of progression-free survival with bootstrap optimization and censored data at 2 years with 

the 5 unsupervised machine learning methods (n=200). With n=200 bootstrap optimization, PCA k-

means, k-sparse and spectral clustering were the most performing methods to predict 2-year 

progression-free survival with bootstrap optimization (PFSb); PCA k-means 2-year PFSb: 94% (95%CI 

[90%-98%]) for cluster 1&2 versus 82% (95%CI [75%-91%] for cluster 3 (p=0.01). K-sparse 2-year PFSb: 

94% (95%CI [90%-98%]) for cluster 1&2 versus 82% (95%CI [74%-91%] for cluster 3 (p=0.01). Spectral 

clustering also demonstrated significant efficiency for PFSb (p=0.02) (Figure 1, Table 3). To evaluate 

bootstrap reproducibility and performances, we applied a n=1000 bootstrap optimization. PCA k-

means obtained the best performances (mean HR =2 (95%CI [1.4-2.7]); probability of p≤0.05; 85%) 

followed by k-sparse (mean HR = 1.6 (95%CI [1.1-2.4]); probability of p≤0.05; 83%) and spectral 

clustering (mean HR = 1.48 (95%CI [1.05-2.1]); probability of p≤0.05; 84%). The results of other 

methods were less statistically significant (Figure S2, Table 2-3). 

Survival Analysis of 5-year survival outcomes with 5 unsupervised ML methods  

Progression free survival curves were consistent between 4 ML methods and different with SimLR 

clustering. In the first 2 years, cluster 3 showed lower PFS than clusters 1&2. After 2 years, events in 

cluster 3 became rarer while events in cluster 1&2 were consistent over time becoming progressively 

numerically higher. At the end of 5 years, PFS was lower in clusters 1&2 than in cluster 3 (Figure 2A, 

Table 3). With SimLR clustering, the switch occurred earlier, at 1 year (Figure S2A). Concerning OS and 

CSS, results were homogenous between 4 ML methods and different with Sparse K-means. Cluster 3 

had better survival outcomes, except for Sparse K-means clustering, where the trend was in disfavor 

of cluster 3, but only for OS (no significance reached for CSS) (Figure 2B-C, Table 3). Only Sparse K-

means OS results were consistent with in silico survival analysis previously performed with PREDICT 

Tool(286), although the difference found was not statistically significant. With a n=1000 bootstrap 

optimization, Sparse K-means obtained a mean HR 1.6 (95%CI [1.2-2]) and a probability of p≤0.05 81% 

for OS prediction. 
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Discussion 

To the best of our knowledge, this proof-of-concept study is the first to compare different 

unsupervised methods to identify metabolomics-based prognostics signatures in BC with survival 

analysis. We demonstrated that K-sparse, Spectral clustering and PCA k-means methods has a higher 

performance to predict 2-year PFS after bootstrap optimization than the other two ML methods. In 

contrast, for CSS and OS analyses, results were not consistent with in silico survival analysis previously 

performed with PREDICT Tool, except for Sparse K-means method, and only for OS.  

 

From a clinical point of view, the ML methods were able to identify a distinct group of patients with a 

poor prognosis and a high risk for early recurrence (cohort 3). The PFS behavior switch at 2-years 

between cluster 3 and cluster 1&2 could be explained by the heterogenicity of the entire population. 

Patients in cluster 3 more often had triple-negative or HER-2 overexpressed tumors, which are known 

to be aggressive and relapse mainly in the first 2 years. In contrast, patients in cluster 1&2 were more 

likely to have HR+ tumors, which are less aggressive, but with a consistent risk of relapse over time. 

Indeed, for patients with aggressive tumors, PFS is lower the first 2 years, but for patients without 

relapse at 2-years, the risk of late relapse decrease compared to the risk for patients with HR+ 

tumors(288). With SimLR clustering, the switch occurred earlier, at 1 year, and some late relapses were 

observed. This could traduce a less strict selection in cluster 3 for aggressiveness, but better 

performance in clustering patients with relapse overall. However, even with a median follow-up of 

only 85.8 months, the analyses failed to find a significant difference in term of OS and CSS, contrasting 

with previously published in silico analysis(286). Only Sparse K-means method yielded the expected 

trend, but only for OS. This result is not sufficiently consistent to recommend the use of Sparse K-

means method for survival analyses. The failure of the analysis is probably due to the limited sample 

size and the rarity of reported events.  In addition, the retrospective nature of our study may interfere 

with long-term follow-up and survival analyses. To finish, survival outcomes are largely dependent on 

histological subtype and received treatment. Therefore, future studies should analyze a specific 

subtype of breast cancer with homogenous clinical setting and treatment to be able to study long-term 

outcomes. 

 

From a methodological perspective, new clustering and bootstrap optimization may be a suitable 

option when the sample size is too small for significant statistical analysis. The latest genomic signature 

trials have examined several thousand patients to show a difference of a few percent(144,147,149). 

For example, the RxPonder trial dealing with Oncotype DX signature, randomized a total of 5083 

women  and 5018 participated in the trial. Among postmenopausal women, invasive disease–free 

survival at 5 years was 91.9% in the endocrine-only group and 91.3% in the chemoendocrine group, 
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with no chemotherapy benefit. Among premenopausal women, invasive disease–free survival at 5 

years was 89.0% with endocrine-only therapy and 93.9% with chemoendocrine therapy (hazard ratio, 

0.60; 95% CI, 0.43 to 0.83; P=0.002)(149). It is therefore acceptable that our study size is too small to 

show a significant difference. Here, bootstrap optimization was applied to simulate a larger study 

(n=200 and n=1000) and see if such a study would be worthwhile to conduct, as a proof-of-principle. 

 

From a biological point of view, only few studies have reported associations between metabolic 

alterations and early BC patient survival. To our knowledge, no study has been performed on tumor 

tissue, but only on serum. Fahrmann et al. reported serum analyses of Diacetylspermine in patients 

with triple negative breast cancer (TNBC)(214). Diacetylspermine levels were higher in serum samples 

from patients with triple-negative breast cancer than in samples from patients without triple-negative 

breast cancer and from healthy volunteers. In a prospective cohort, the authors observed that serum 

Diacetylspermine levels were significantly increased in patients with early recurrence (<1 year). Higher 

serum Diacetylspermine levels were also associated with lower 5-year distant metastasis-free survival 

and 5-year overall survival. Asiago et al. published very interesting results on early detection of 

recurrent breast cancer using metabolite profiling with 7 metabolite markers. More than a half of the 

patients were predicted to have recurrence 13 months (on average) before the recurrence clinical 

diagnosis. However, this metabolomic signature allows an early detection and not a prediction of 

relapse. Oakman et al. calculated individual early patient ‘metabolomic risk’ derived from forty-four 

early breast cancer patients compared with fifty-one metastatic patients served as control. 

Metabolomic risk was compared with the Adjuvantionline 10-year mortality estimate. The comparison 

with Adjuvantionline revealed discordance like in our study. Of 21 patients assessed as high-risk by 

Adjuvantionline, 10 (48%) and 6 (29%) were at high metabolomic risk pre- and postoperatively, 

respectively. Of the 23 low-risk patients evaluated by Adjuvantionline, 11 (48%) preoperatively and 20 

(87%) postoperatively were at low metabolomic risk. However, these simulated data may also be 

biased, hence the interest of our study and future studies on real survival data to distinguish limitations 

due to metabolomics from those due to simulated survival data. 

Conclusion 

The objective of our study was to compare different unsupervised machine learning algorithms on 

untargeted metabolomics data and to evaluate the performance of these methods to predict survival 

outcomes. Our results showed that it is possible to use unsupervised machine learning methods on 

metabolomic unlabeled data to identify clusters of patients with worse 2-year PFS. Among the 5 

unsupervised ML methods reported here, PCA k-means, K-sparse and spectral clustering outperformed 
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the other two unsupervised methods. However, because of the retrospective study design and the 

small number of patients, no conclusion could be drawn for the prediction of CSS and OS. Future 

studies are needed with a larger population on specific histologic subtypes. 
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PCA k-means

A. PFS B. 2-year PFS C. 2-year PFSb 

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 30 20 19 16

number of events 0 7 0 3

censored patients 0 3 0 0

rate of survival (%) 1 0.76 1 0.84

lower limit IC95% 1 0.62 1 0.69

upper limit IC95% 1 0.93 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 30 27 19 16

number of events 0 3 0 3

censored patients 0 27 0 16

rate of survival (%) 1 0.9 1 0.84

lower limit IC95% 1 0.8 1 0.69

upper limit IC95% 1 1 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 115 108 85 70

number of events 0 7 0 15

censored patients 0 108 0 70

rate of survival (%) 1 0.94 1 0.82

lower limit IC95% 1 0.9 1 0.75

upper limit IC95% 1 0.98 1 0.91

K-sparse

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 30 27 19 16

number of events 0 3 0 3

censored patients 0 27 0 16

rate of survival (%) 1 0.9 1 0.84

lower limit IC95% 1 0.8 1 0.69

upper limit IC95% 1 1 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 127 119 73 60

number of events 0 8 0 13

censored patients 0 119 0 60

rate of survival (%) 1 0.94 1 0.82

lower limit IC95% 1 0.9 1 0.74

upper limit IC95% 1 0.98 1 0.91

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 30 20 19 16

number of events 0 7 0 3

censored patients 0 3 0 0

rate of survival (%) 1 0.76 1 0.84

lower limit IC95% 1 0.62 1 0.69

upper limit IC95% 1 0.93 1 1

A. PFS B. 2-year PFS C. 2-year PFSb

Figure 1. Survival Analysis of PFS with PCA k-means, Spectral clustering and K-sparse
unsupervised machine learning methods. Cluster 1 and cluster 2 were regrouped in
Cluster1&2 and compared to cluster 3. (A) PFS : progression-free survival; (B) 2-year PFS :
censored data at 2-year; (C) 2-year PFSb : example of progression-free survival with
bootstrap optimization and censored data at 2-year. Bootstrap optimization performance
details are exposed in Table 3.
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Spectral Clustering

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 30 27 19 16

number of events 0 3 0 3

censored patients 0 27 0 16

rate of survival (%) 1 0.9 1 0.84

lower limit IC95% 1 0.8 1 0.69

upper limit IC95% 1 1 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 30 27 19 16

number of events 0 3 0 3

censored patients 0 27 0 16

rate of survival (%) 1 0.9 1 0.84

lower limit IC95% 1 0.8 1 0.69

upper limit IC95% 1 1 1 1

A. PFS B. 2-year PFS C. 2-year PFSb
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upper limit IC95% 1 0.93 1 1
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Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=125)
Cluster 3 (N=75)

Cluster 1&2 (N=125)
Cluster 3 (N=75)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=115)
Cluster 3 (N=85)

Cluster 1&2 (N=115)
Cluster 3 (N=85)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=30)
Cluster 3 (N=19)

Cluster 1&2 (N=127)
Cluster 3 (N=73)

Cluster 1&2 (N=127)
Cluster 3 (N=73)
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Figure 2. Survival Analysis with extended follow-up with PCA k-means, Sparse K-means et
SimLR. Cluster 1 and cluster 2 were regrouped in Cluster1&2 and compared to cluster 3. (A)
PFS : progression free survival; (B) CSS : cancer-specific survival ; (C) OS : overall survival.
Bootstrap optimization performance details are exposed in Table 3.

PCA k-means

A. PFS B. CSS C. OS

name V1 V2 V3 V4

time (months) 0 96 0 96

patients at risk 30 4 19 4

number of events 0 10 0 4

censored patients 0 16 0 11

rate of survival (%) 1 0.51 1 0.79

lower limit IC95% 1 0.31 1 0.62

upper limit IC95% 1 0.86 1 1

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 30 22 19 17

number of events 0 5 0 2

censored patients 0 3 0 0

rate of survival (%) 1 0.83 1 0.89

lower limit IC95% 1 0.7 1 0.77

upper limit IC95% 1 0.98 1 1

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 30 22 19 17

number of events 0 8 0 2

censored patients 0 0 0 0

rate of survival (%) 1 0.73 1 0.89

lower limit IC95% 1 0.59 1 0.77

upper limit IC95% 1 0.91 1 1

Cluster 1&2 (n=30)

Cluster 3 (n=19)

Cluster 1&2 (n=30)

Cluster 3 (n=19)
Cluster 1&2 (n=30)

Cluster 3 (n=19)

Cluster 1&2 
Cluster 3 

Cluster 1&2 
Cluster 3 

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2 
Cluster 3 

Cluster 1&2
Cluster 3

Sparse K-means

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 31 25 18 14

number of events 0 4 0 3

censored patients 0 2 0 1

rate of survival (%) 1 0.87 1 0.82

lower limit IC95% 1 0.76 1 0.66

upper limit IC95% 1 1 1 1

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 31 25 18 14

number of events 0 6 0 4

censored patients 0 0 0 0

rate of survival (%) 1 0.81 1 0.78

lower limit IC95% 1 0.68 1 0.61

upper limit IC95% 1 0.96 1 1

A. PFS B. CSS C. OS

Cluster 1&2 (n=31)

Cluster 3 (n=18)
Cluster 1&2 (n=31)

Cluster 3 (n=18)

Cluster 1&2 (n=31)

Cluster 3 (n=18)

name V1 V2 V3 V4

time (months) 0 96 0 96

patients at risk 31 5 18 3

number of events 0 10 0 4

censored patients 0 16 0 11

rate of survival (%) 1 0.54 1 0.77

lower limit IC95% 1 0.35 1 0.6

upper limit IC95% 1 0.85 1 1

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

SimLR

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 28 20 21 19

number of events 0 5 0 2

censored patients 0 3 0 0

rate of survival (%) 1 0.82 1 0.9

lower limit IC95% 1 0.68 1 0.79

upper limit IC95% 1 0.98 1 1

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 28 20 21 19

number of events 0 8 0 2

censored patients 0 0 0 0

rate of survival (%) 1 0.71 1 0.9

lower limit IC95% 1 0.57 1 0.79

upper limit IC95% 1 0.9 1 1

A. PFS B. CSS C. OS

Cluster 1&2 (n=28)

Cluster 3 (n=21)

Cluster 1&2 (n=28)

Cluster 3 (n=21)

Cluster 1&2 (n=28)
Cluster 3 (n=21)

name V1 V2 V3 V4

time (months) 0 96 0 96

patients at risk 28 4 21 4

number of events 0 9 0 5

censored patients 0 15 0 12

rate of survival (%) 1 0.57 1 0.69

lower limit IC95% 1 0.37 1 0.48

upper limit IC95% 1 0.9 1 1

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3

Cluster 1&2
Cluster 3
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Table 1. Clinical comparison of 49 patients between clusters

Characteristics p-value p-value p-value p-value p-value

0.525 0.525 0.547 0.424 0.881

0.144 0.144 0.727 0.756 0.378

Invasive ductal carcinoma 45 (91.8) 27 (90.0) 18 (94.7) 27 (90.0) 18 (94.7) 28 (93.3) 17 (89.5) 26 (92.9) 19 (90.5) 27 (87.1) 18 (100.0)

Invasive lobular carcinoma 3 (6.1) 3 (10.0) 0 (0.0) 3 (10.0) 0 (0.0) 2 (6.7) 1 (5.3) 2 (7.1) 1 (4.8) 3 (9.7) 0 (0.0)

Other 1 (2.0) 0 (0.0) 1 (5.3) 0 (0.0) 1 (5.3) 0 (0.0) 1 (5.3) 0 (0.0) 1 (4.8) 1 (3.2) 0 (0.0)

0.073 0.073 0.074 0.080 0.237

T1 20 (40.8) 16 (53.3) 4 (21.1) 16 (53.3) 4 (21.1) 16 (53.3) 4 (21.1) 15 (53.6) 5 (23.8) 15 (48.4) 5 (27.8)

T2 22 (44.9) 10 (33.3) 12 (63.2) 10 (33.3) 12 (63.2) 10 (33.3) 12 (63.2) 9 (32.1) 13 (61.9) 11 (35.5) 11 (61.1)

T3 7 (14.3) 4 (13.3) 3 (15.8) 4 (13.3) 3 (15.8) 4 (13.3) 3 (15.8) 4 (14.3) 3 (14.3) 5 (16.1) 2 (11.1)

0.090 0.090 0.090 0.243 0.441

N0 28 (57.1) 20 (66.7) 8 (42.1) 20 (66.7) 8 (42.1) 20 (66.7) 8 (42.1) 18 (64.3) 10 (47.6) 19 (61.3) 9 (50.0)

N+ 21 (42.9) 10 (33.3) 11 (57.9) 10 (33.3) 11 (57.9) 10 (33.3) 11 (57.9) 10 (35.7) 11 (52.4) 12 (38.7) 9 (50.0)

0.023 0.023 0.049 0.018 0.049

I 5 (10.2) 5 (16.7) 0 (0.0) 5 (16.7) 0 (0.0) 5 (16.7) 0 (0.0) 5 (17.9) 0 (0.0) 5 (16.1) 0 0

II 20 (40.8) 15 (50.0) 5 (26.3) 15 (50.0) 5 (26.3) 14 (46.7) 6 (31.6) 14 (50.0) 6 (28.6) 14 (45.2) 6 (33.3)

III 23 (46.9) 10 (33.3) 13 (68.4) 10 (33.3) 13 (68.4) 11 (36.7) 12 (63.2) 9 (32.1) 14 (66.7) 11 (35.5) 12 (66.7)

0.016 0.016 0.070 0.017 0.035

Negatif 23 (46.9) 10 (33.3) 13 (68.4) 10 (33.3) 13 (68.4) 11 (36.7) 12 (63.2) 9 (32.1) 14 (66.7) 11 (35.5) 12 (66.7)

Positif 26 (53.1) 20 (66.7) 6 (31.6) 20 (66.7) 6 (31.6) 19 (63.3) 7 (36.8) 19 (67.9) 7 (33.3) 20 (64.5) 6 (33.3)

0.282 0.282 0.282 0.470 0.708

Non-over-expressed 40 (81.6) 26 (86.7) 14 (73.7) 26 (86.7) 14 (73.7) 26 (86.7) 14 (73.7) 24 (85.7) 16 (76.2) 26 (83.9) 14 (77.8)

Over-expressed 9 (18.4) 4 (13.3) 5 (26.3) 4 (13.3) 5 (26.3) 4 (13.3) 5 (26.3) 4 (14.3) 5 (23.8) 5 (16.1) 4 (22.2)

0.043 0.043 0.165 0.025 0.025

No 34 (69.4) 24 (80.0) 10 (52.6) 24 (80.0) 10 (52.6) 23 (76.7) 11 (57.9) 23 (82.1) 11 (52.4) 25 (80.6) 9 (50.0)

Yes 15 (30.6) 6 (20.0) 9 (47.4) 6 (20.0) 9 (47.4) 7 (23.3) 8 (42.1) 5 (17.9) 10 (47.6) 6 (19.4) 9 (50.0)

0.006 0.006 0.030 0.006 0.013

No 24 (49.0) 10 (33.3) 14 (73.7) 10 (33.3) 14 (73.7) 11 (36.7) 13 (68.4) 9 (32.1) 15 (71.4) 11 (35.5) 13 (72.2)

Yes 25 (51.0) 20 (66.7) 5 (26.3) 20 (66.7) 5 (26.3) 19 (63.3) 6 (31.6) 19 (67.9) 6 (28.6) 20 (64.5) 5 (27.8)

0.323 0.323 0.323 0.192 1

No 12 (24.5) 9 (30.0) 3 (15.8) 9 (30.0) 3 (15.8) 9 (30.0) 3 (15.8) 9 (32.1) 3 (14.3) 8 (25.8) 4 (22.2)

Yes 37 (75.5) 21 (70.0) 16 (84.2) 21 (70.0) 16 (84.2) 21 (70.0) 16 (84.2) 19 (67.9) 18 (85.7) 23 (74.2) 14 (77.8)

1 1 1 1 1

No 5 (10.2) 3 (10.0) 2 (10.5) 3 (10.0) 2 (10.5) 3 (10.0) 2 (10.5) 3 (10.7) 2 (9.5) 3 (9.7) 2 (11.1)

Yes 44 (89.8) 27 (90.0) 17 (89.5) 27 (90.0) 17 (89.5) 27 (90.0) 17 (89.5) 25 (89.3) 19 (90.5) 28 (90.3) 16 (88.9)

0.181 0.181 0.181 0.154 0.319

No 20 (40.8) 10 (33.3) 10 (52.6) 10 (33.3) 10 (52.6) 10 (33.3) 10 (52.6) 9 (32.1) 11 (52.4) 11 (35.5) 9 (50.0)

Yes 29 (59.2) 20 (66.7) 9 (47.4) 20 (66.7) 9 (47.4) 20 (66.7) 9 (47.4) 19 (67.9) 10 (47.6) 20 (64.5) 9 (50.0)

Adjuvant hormone therapy#

Cluster 3

(n=21)

Cluster 1&2

(n=31)

Cluster 3

(n=18)

Age (median min-max)
*

65 (37-88) 65 (38-88) 63 (37-84) 65 (38-88) 63 (37-84) 65 (38-88) 65 (37-84) 65 (38-88) 63 (37-84) 65.5 (37-82)65 (38-88)

Nb of patients (%) Nb of patients (%)

Cluster 1&2

(n=30)

Cluster 3

(n=19)

Cluster 1&2

(n=28)

Cluster 1&2

(n=30)

Cluster 3

(n=19)

Adjuvant radiotherapy
£

Adjuvant chemotherapy
£

All

(n=49)

Her-2 status
£

Triple-negatif status#

Luminal
#

Histology type
£

Tumor stage
£

Axillary lymph node status
#

Histological grade
£ 

Hormonal status
#

Nb of patients (%)

Table 1. Clinical comparison of 49 patients between clusters. 

£: Fisher's exact test; #: Chi2-test; *: student t-test

Nb of patients (%) Nb of patients (%) Nb of patients (%)

Spectral ClusteringK-sparse PCA-K-means SIMLR Sparse K-means

Nb of patients (%) Nb of patients (%) Nb of patients (%) Nb of patients (%) Nb of patients (%)

Cluster 1&2

(n=30)

Cluster 3

(n=19)



 

 

 

 

  

Table 2. Survival outcomes with 5 different methods of unsupervised machine learning

ML Method

Previous 

clustering 

(k=3)

New 

clustering 

(k=2)

2-year survival 

outcome 

(k=2)

k-sparse OS p=0.5 p=0.3 p=0.3

CSS p=0.8 p=0.5 p=0.3

PFS p=0.7 p=0.4 p=0.5

PCA k-means OS p=0.5 p=0.3 p=0.5

CSS p=0.7 p=0.5 p=0.5

PFS p=0.5 p=0.4 p=0.5

Spectral clustering OS p=0.5 p=0.3 p=0.3

CSS p=0.8 p=0.5 p=0.4

PFS p=0.7 p=0.4 p=0.5

Sparse k-means OS p=0.8 p=0.7 p=1

CSS p=0.9 p=0.7 p=1

PFS p=0.9 p=0.6 p=0.5

SimLR OS p=0.3 p=0.2 p=0.3

CSS p=0.7 p=0.4 p=0.3

PFS p=0.8 p=0.5 p=0.7

ML: machine learning; k: number of clusters; OS: overall survival; CSS: cancer-specific survival; PFS: 

progression-free survival; k: number of clusters.

Table 3. Survival outcomes with 5 different methods of unsupervised machine learning and Bootstrap optimization (k=2)

ML Method mean HR [95%CI] probability of p≤0.05

k-sparse OS 0.53 [0.4-0.7]* 82%

CSS 0.6 [0.4-0.9]* 83%

2-years PFS 1.6 [1.1-2.4]* 83%

PCA k-means OS 0.5 [0.3-0.6]* 85%

CSS 0.6 [0.4-0.9]* 85%

2-years PFS 2 [1.4-2.7]* 85%

Spectral clustering OS 0.5 [0.35-0.65]* 85%

CSS 0.6 [0.4-0.8]* 85%

2-years PFS 1.48 [1.05-2.1]* 84%

Sparse k-means OS 1.6 [1.2-2.0]* 81%

CSS 1.1 [0.8-1.5] 80%

2-years PFS 1.3 [0.9-1.9] 82%

SimLR OS 0.35 [0.25-0.45]* 83%

CSS 0.5 [0.35-0.7]* 84%

2-years PFS 0.65 [0.4-0.9]* 83%

ML: machine learning; k: number of clusters; OS: overall survival; CSS: cancer-specific survival; PFS: 

progression-free survival; HR: hazard ratio; 95CI%: 95% confidence interval; k: number of clusters; *: 

statistically significant.



 

 

 

 

136 
 

Figure S1. Survival outcomes for the entire population (n=49). (A) Overall survival; (B)
Specific survival; (C) Progression Free Survival.

name V1 V2 V3 V4 V5 V6 V7 V8 V9
time (months) 0 12 24 36 48 60 72 84 96
patients at risk 49 48 48 45 43 39 32 22 12
number of events 0 1 0 3 2 4 0 2 0
censored patients 0 0 0 0 0 0 7 8 10
rate of survival (%) 1 0.98 0.98 0.92 0.88 0.8 0.8 0.74 0.74
lower limit IC95% 1 0.94 0.94 0.84 0.79 0.69 0.69 0.62 0.62
upper limit IC95% 1 1 1 1 0.97 0.92 0.92 0.88 0.88

name V1 V2 V3 V4 V5 V6 V7 V8 V9
time (months) 0 12 24 36 48 60 72 84 96
patients at risk 49 48 48 45 43 39 32 22 12
number of events 0 1 0 2 2 2 0 0 0
censored patients 0 0 0 1 0 2 7 10 10
rate of survival (%) 1 0.98 0.98 0.94 0.9 0.85 0.85 0.85 0.85
lower limit IC95% 1 0.94 0.94 0.87 0.81 0.76 0.76 0.76 0.76
upper limit IC95% 1 1 1 1 0.99 0.96 0.96 0.96 0.96

name V1 V2 V3 V4 V5 V6 V7 V8 V9
time (months) 0 12 24 36 48 60 72 84 96
patients at risk 49 46 43 41 39 36 28 19 8
number of events 0 3 3 1 2 1 1 1 2
censored patients 0 0 0 1 0 2 7 8 9
rate of survival (%) 1 0.94 0.88 0.86 0.81 0.79 0.77 0.74 0.62
lower limit IC95% 1 0.87 0.79 0.76 0.71 0.69 0.66 0.62 0.45
upper limit IC95% 1 1 0.97 0.96 0.93 0.92 0.9 0.88 0.84

A.

B.

C.
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SimLR

A. PFS B. 2-year PFS C. 2-year PFSb

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 28 18 21 18

number of events 0 7 0 3

censored patients 0 3 0 0

rate of survival (%) 1 0.75 1 0.86

lower limit IC95% 1 0.6 1 0.72

upper limit IC95% 1 0.93 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 28 24 21 19

number of events 0 4 0 2

censored patients 0 24 0 19

rate of survival (%) 1 0.86 1 0.9

lower limit IC95% 1 0.74 1 0.79

upper limit IC95% 1 1 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 116 97 84 72

number of events 0 19 0 12

censored patients 0 97 0 72

rate of survival (%) 1 0.84 1 0.86

lower limit IC95% 1 0.77 1 0.79

upper limit IC95% 1 0.91 1 0.94

Figure S2. Survival Analysis of PFS with SimLR and Sparse-K-means unsupervised machine
learning methods. Cluster 1 and cluster 2 were regrouped in Cluster1&2 and compared to
cluster 3. (A) PFS : progression-free survival; (B) 2-year PFS : censored data at 2-year; (C) 2-
year PFSb : example of progression-free survival with bootstrap optimization and censored
data at 2-year. Bootstrap optimization performance details are exposed in Table 3.

Cluster 1&2 (n=28)

Cluster 3 (n=21)

Cluster 1&2 (n=28)

Cluster 3 (n=21)

Cluster 1&2 (n=116)

Cluster 3 (n=84)

Sparse-K-means

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 31 28 18 15

number of events 0 3 0 3

censored patients 0 28 0 15

rate of survival (%) 1 0.9 1 0.83

lower limit IC95% 1 0.8 1 0.68

upper limit IC95% 1 1 1 1

name V1 V2 V3 V4

time (months) 0 24 0 24

patients at risk 119 107 81 68

number of events 0 12 0 13

censored patients 0 107 0 68

rate of survival (%) 1 0.9 1 0.84

lower limit IC95% 1 0.85 1 0.76

upper limit IC95% 1 0.95 1 0.92

A. PFS B. 2-year PFS C. 2-year PFSb

Cluster 1&2 (n=31)

Cluster 3 (n=18)

Cluster 1&2 (n=31)

Cluster 3 (n=18)
Cluster 1&2 (n=119)

Cluster 3 (n=81)

name V1 V2 V3 V4

time (months) 0 60 0 60

patients at risk 31 23 18 13

number of events 0 6 0 4

censored patients 0 2 0 1

rate of survival (%) 1 0.81 1 0.77

lower limit IC95% 1 0.68 1 0.6

upper limit IC95% 1 0.96 1 1

Cluster 1&2 (N=28)
Cluster 3 (N=21)

Cluster 1&2 (N=28)
Cluster 3 (N=21)

Cluster 1&2 (N=28)
Cluster 3 (N=21)

Cluster 1&2 (N=28)
Cluster 3 (N=21)

Cluster 1&2 (N=116)
Cluster 3 (N=84)

Cluster 1&2 (N=116)
Cluster 3 (N=84)

Cluster 1&2 (N=31)
Cluster 3 (N=18)

Cluster 1&2 (N=31)
Cluster 3 (N=18)

Cluster 1&2 (N=31)
Cluster 3 (N=18)

Cluster 1&2 (N=31)
Cluster 3 (N=18)

Cluster 1&2 (N=119)
Cluster 3 (N=81)

Cluster 1&2 (N=119)
Cluster 3 (N=81)
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c) DISCUSSION 

Notre étude est une preuve de principe qu'il est possible d'utiliser des méthodes ML non 

supervisées sur des données métabolomiques pour prédire les résultats de la SSP à 2 ans 

avec la meilleure performance pour PCA k-means.  

 

En revanche, pour l’analyse de survie à 5 ans (survie globale et survie spécifique), les 

résultats ne sont pas cohérents avec les analyses de survie in silico réalisées 

précédemment avec l'outil PREDICT uk (article 1), à l'exception de la méthode Sparse K-

means, et uniquement pour la survie globale. Ce résultat n'est pas suffisamment 

consistant pour recommander l'utilisation de la méthode Sparse K-means pour les 

analyses de survie. L'échec de l'analyse est probablement dû à la taille limitée de 

l'échantillon et à la rareté des événements rapportés.  De plus, la nature rétrospective de 

notre étude peut interférer avec le suivi à long terme et les analyses de survie. Enfin, la 

survie dépend largement du sous-type histologique et des traitements reçus. Par 

conséquent, les études futures devraient analyser un sous-type spécifique de cancer du 

sein avec un contexte clinique homogène et un traitement comparable pour pouvoir 

étudier les résultats à long terme sans artefacts. 

 

Afin de poursuivre ce travail, les principaux métabolites d’intérêt prédits vont être validés 

et une analyse supervisée va être réalisée en censurant les données de survie sans 

progression à 2 ans. L’objectif sera alors d’obtenir un modèle prédictif plus puissant et de 

déterminer les métabolites et les voies métaboliques en jeu dans la récidive précoce 

spécifiquement. Ce travail sera réalisé en post-thèse (cf. Partie Conclusion et Perspectives, 

projet EMMEA-S). 
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3. Article Grade – Analyse supervisée 

a) INTRODUCTION 

Une analyse a été réalisée pour définir des biomarqueurs d’agressivité tumorale. La 

première question était le choix du critère clinico-histologique représentatif de cette 

agressivité tumorale. Plusieurs marqueurs auraient pu être analysés comme le Ki67 ou la 

surexpression de HER2. Cependant, la difficulté de détermination exacte de ces facteurs 

dans la pratique courante pour le Ki67, et les changements d’annotations récentes pour 

HER2 ont rendu l’analyse compliquée dès les premières étapes de monitoring des 

données. Nous avons donc décidé d’étudier le grade. Les échantillons étaient donc 

labélisés de haut grade (Grade III) ou de grade bas ou intermédiaire (Grade I&II).  

Cette analyse supervisée a été réalisée sur deux cohortes. La cohorte niçoise, qui a servi 

de cohorte d’entrainement (n=51, 1 patiente exclue : grade non disponible), et la cohorte 

dijonnaise, qui a servi de cohorte test (de validation) (n=49). Au niveau métabolomique, 

cela nous a obligés à considérer des étapes supplémentaires de filtrage pour obtenir une 

base de données harmonisée : l’utilisation des métabolites communs par fusion des 2 

bases, la suppression des doublons et la fusion des lignes dédoublées. 

L’analyse pré-analytique a été améliorée lors d’un travail de méthodologie (cf. Paragraphe 

Méthodologie pré-analytique spécifique) et a permis d’extraire 602 métabolites d’intérêt 

communs et identifiés. 

 

b) RESUME DES PRINCIPAUX RESULTATS & ARTICLE 

Toutes les tumeurs de cancer du sein étaient classées comme étant de haut grade (grade 

III) ou de grade bas ou intermédiaire (grade I-II). Une signature métabolomique 

composée des 12 premiers métabolites a été identifiée à partir de la base de données des 

602 métabolites communs et identifiés. Les analyses de PLS-DA ont montré une bonne 

performance pour cette signature. Pour la cohorte d'apprentissage et la cohorte de 
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validation, les accuracy étaient respectivement de 0,81 et 0,82, les scores R2 de 0,57 et 

0,55, et les scores Q2 de 0,44431 et 0,40147; les AUC des courbes ROC étaient de 0,882 et 

0,886.  Le modèle pouvait donc distinguer les tumeurs de grade élevé et de grade 

faible/intermédiaire avec une probabilité de près de 90 %. Bien que non utile en routine 

clinique, cette capacité prédictive a permis de mettre en évidence la fiabilité de la 

signature et son interprétation au niveau biologique. 

 

Le métabolite le plus pertinent était la N1,N12-diacétylspermine. Les analyses 

d'enrichissement et les analyses des voies métaboliques ont mis en évidence la voie du 

tryptophane avec une forte variabilité de concentration entre les différents échantillons 

analysés. La voie de la sérotonine était également modifiée. 

 

Figure 30. Principaux résultats de l’étude Grade (Article 3). TDO: Tryptophan-2,3-

dioxygenase; IDO: indoléamine 2, 3‑dioxygénase. 
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Figure S1. Untargeted metabolomic statistical analyses of SBR grades of the training set (n=51)
(Figures S1 A, C and D) and the validation set (n=49) (Figures S1 B, D and F) using 602
metabolites. Principal component analysis (PCA) score plots which shows no significant
separation trends between high-grade (grade III – green dots) and low-grade (grade I-II –red dots)
groups of the training and the validation set are shown in Figure S1A and B, respectively. Values
of the accuracy, R2 and Q2 with 1 to 5 components of PLS-DA cross validations are shown for the
training (Figure S1C and E) and of the validation (Figure S1D and F) set analyses.
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Figure S2. Untargeted metabolomic statistical analyses of SBR grades in the training set (n=51)
(Figures S2 A, C and D) and the validation set (n=49) (Figures S2 B, D and F) using the top-12
metabolites. Principal component analysis (PCA) score plots which show no significant
separation trends between high-grade (grade III – green dots) and low-grade (grade I-II –red dots)
groups of the training and the validation set are shown in Figure S2A and B, respectively. Values
for accuracy, R2 and Q2 according 1 to 5 components of the PLS-DA cross validations are shown
for the training (Figure S2C and 2E) and the validation (Figure S2D and F) set analyses.
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Figure S3. Metabolomic fingerprinting allowed accurate discrimination of SBR grades using the
top 25 most important metabolites. The areas under the curve (AUCs) of the receiver operating
characteristic (ROC) of different metabolomic signatures are illustrated for the training set
(Figures S3 A, B) and the validation set (Figure S3 C, D), which included an increasing number of
metabolites (var.), with their respective 95% confidence interval values (95%CI). Data were
normalized using Log transformation. Sample normalization by sum was also performed and
shown in Figures S3 B and D.
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Figure S4. Untargeted metabolomic statistical analyses of SBR grades of the training set (Figures
S4 A, C and D) and validation set (Figures S4 B, D and F) using the top-25 metabolites. Principal
component analysis (PCA) score plots showing no significant separation trend between high-
grade (grade III – green dots) and low-grade (grade I-II –red dots) groups of the training set and
the validation set are shown in Figure S4A and B, respectively. Values for accuracy, R2 and Q2
with 1 to 5 components of the PLS-DA cross validations are shown for the training (Figure S4C
and E) and validation (Figure S4D and F) set analyses.
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Figure S5. Tryptophan Metabolism – Kegg database

Figure S5. Schematic representation of metabolic pathway changes. The tryptophan pathway
is illustrated according to the Kegg database (https://www.genome.jp/kegg-
bin/show_pathway?hsa00380). Metabolite names are shown in colored boxes: Red boxes
relate to higher concentration in high-grade samples.
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Figure S6. Schematic representation of metabolic pathway changes. The tryptophan
pathway have been adapted from the Small Molecule Pathway database
(https://www.smpdb.ca/view/SMP0000063). Box plots illustrate the relative concentration
of the main tryptophan catabolites in high-grade (grade III – green boxes) and low-grade
(grade I-II –red boxes) groups. Metabolite names are shown in colored boxes: Red boxes
relate to higher concentration in high-grade samples; yellow boxes to equivalent
concentrations in high-grade and low-grade samples; green boxes to lower concentrations
in high-grade samples.
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Figure S7. Heatmap representation of relative concentrations of tryptophan catabolites of
the training set (Figures S7 A) and the validation set (Figures S7). Results of the low-grade
(grade I-II –red labels of the top line) group are positioned in the left part of the heatmap and
those of the high-grade (grade III – green labels) group in the right part.
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Table S1. Exploration of Pathway Analysis

Training set

Validation set

Training set + validation set Training Set Validation Set

Pathway Total Cmpd Hits Raw p Raw p

Tryptophan metabolism 41 9 1.09E-05 3.13E-05

Glyoxylate and dicarboxylate metabolism 32 9 9.12E-05 3.01E-02

Histidine metabolism 16 5 9.43E-04 8.31E-03

Glycine, serine and threonine metabolism 33 12 1.58E-03 3.07E-02

Nicotinate and nicotinamide metabolism 15 5 1.90E-03 3.48E-02

Glutathione metabolism 28 9 2.52E-03 3.17E-02

Pyrimidine metabolism 39 10 5.28E-03 5.41E-04

Glycerolipid metabolism 16 2 8.38E-03 2.08E-02

Table S1. Significant Pathways of the SBR grade Analysis. Only pathways with p-values < 0.05 are
shown.
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c) DISCUSSION 

Le métabolite le plus pertinent était la N1,N12-diacétylspermine. La diacétylspermine 

intervient dans la transformation, la prolifération cellulaire et l’invasion métastatique par 

le biais de l’ornithine décarboxylase (ODC) et c-MYC(289,290). Une étude fonctionnelle a 

examiné les effets de la spermine sur le récepteur des œstrogènes. Les résultats obtenus 

suggèrent que la spermine joue un rôle important dans la régulation de la liaison du ligand 

au RE, dans l'activation des gènes, et dans la résistance aux hormones(213). Fahrmann et 

al. ont démontré que des niveaux élevés de DiAcSpm dans le plasma étaient associés à un 

faible infiltrat immunitaire, à des signatures génétiques liées à l'immunité réduites, à une 

récidive précoce (< 1 an), à une survie sans maladie métastatique à 5 ans plus faible et à 

une survie globale à 5 ans plus faible(214).  

 

Les analyses d'enrichissement et des voies métaboliques ont montré que la voie du 

tryptophane (kynurénine et sérotonine) était plus fortement activée dans les tumeurs de 

haut grade que dans les tumeurs de grade bas ou intermédiaire. La signature 

métabolomique des 12 principaux métabolites a révélé des niveaux accrus pour 4 

catabolites du tryptophane (N'-formylkynurénine, 5-hydroxy-L-tryptophane, 8-

méthoxykynurénate et L-kynurénine) et 2 métabolites de la voie de la sérotonine (N-

acétylsérotonine et acide 5-hydroxyindoleacétique). Le tryptophane est converti en 

kynurénine par l'indoleamine 2,3-dioxygénase 1 (IDO1), sa variante d'épissage IDO2 et la 

tryptophane 2,3-dioxygénase (TDO)(291). L'IDO1 est un facteur clé dans le maintien de 

la tolérance immunitaire(292). IDO1 est exprimée dans plusieurs types de tumeurs et est 

associée à une activation réduite des cellules cytotoxiques, à une infiltration accrue des 

lymphocytes T régulateurs, à des taux de survie plus faibles(293,294) et à une résistance 

accrue aux médicaments(295,296). L’élévation des concentrations de kynurénine 

pourrait être impliquée dans l'inhibition de la réponse immunitaire(297,298). Par 

ailleurs, l'altération des profils d'expression de la sérotonine et de ses récepteurs a été 

associée aux événements initiaux du développement du cancer du sein et à la progression 
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tumorale(216,217). Plusieurs études ont suggéré que l'expression de la sérotonine et de 

ses récepteurs dans les cellules immunitaires pouvait moduler la réponse immunitaire, 

en particulier en cas d'inflammation(299). D'autres études ont indiqué que les effets 

immunitaires de la sérotonine comprenaient la suppression de la libération d'IL-1β et de 

TNF-α dans les cellules du sang périphérique, et l'activation des lymphocytes T(300). La 

voie du tryptophane, par le biais de la kynurénine et de la sérotonine pourrait donc 

influencer l’immunité antitumorale. 

 

Le ciblage de la voie du tryptophane, par le biais d’un ciblage de la kynurénine et/ou de la 

sérotonine, pourrait restaurer l'immunité antitumorale et avoir un effet synergique avec 

l'immunothérapie. Des études récentes n'ont pas pu démontrer l'efficacité de cette 

stratégie(301) dans une population non sélectionnée par la métabolomique. De manière 

intéressante, notre étude a montré que l'activation de la voie du tryptophane n'était pas 

homogène chez tous les patients de haut grade. En effet, les niveaux de L-Kynurénine 

n'étaient pas élevés dans tous les échantillons analysés de patients de haut grade, ce qui 

pourrait avoir un impact sur l'efficacité des combinaisons ciblant l’immunité 

antitumorale. L’utilisation de la métabolomique et du profil de concentration des 

métabolites de la voie du tryptophane pourrait permettre une meilleure sélection des 

patients éligibles à l’immunothérapie. Avec l'avènement de l'immunothérapie dans le 

cancer du sein triple négatif néoadjuvant(82) et métastatique de première ligne(302), la 

recherche de biomarqueurs prédictifs devient primordiale, ce d’autant plus que pour le 

moment aucun marqueur n’a été identifié en contexte néoadjuvant. La première étape va 

être de montrer que le profil de concentration des métabolites de la voie du tryptophane 

est prédictif d’une réponse à l’immunothérapie en analysant la réponse clinico-biologique 

après chimio-immunothérapie néo-adjuvante dans le cancer du sein triple négatif stade 

II-III (cf. Perspective Projet EMMENEO-TN). 
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IX. Conclusion et Perspectives 

 

1. Conclusion 

 

Les résultats rapportés dans les 3 articles de thèse montrent une applicabilité de la 

métabolomique dans le cancer du sein. Lors de ce travail, la validité analytique 

(reproductibilité, robustesse) et la validité clinique (capacité d'un facteur à séparer une 

population d'intérêt en deux sous-groupes) de la métabolomique ont été prouvées. Il reste 

cependant à confirmer ces résultats sur des cohortes de plus grande ampleur (cf. chapitre 

Perspectives ci-dessous). 

 

Les prochaines études devront s’appliquer à démontrer une utilité clinique. L'utilité 

clinique implique qu'un facteur soit utile dans la prise en charge des patients. Pour cela, il 

faudra apporter la preuve d’un bénéfice sur les données de survie lorsqu'il est comparé à 

une pratique clinique sans lui dans un contexte spécifique où le facteur est pertinent. Un 

facteur pronostique utile dans le cancer du sein devra présenter une valeur pronostique 

ou prédictive significative et indépendante, validée lors d’un essai thérapeutique.  

 

De plus, sa détermination devra être faisable, reproductible et largement disponible, avec 

un contrôle de qualité. Sa mesure ne devra pas consommer de tissus nécessaires à 

d'autres tests, en particulier à l'évaluation histopathologique réalisée en routine clinique 

et les résultats devront être facilement interprétables par le clinicien.  
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2. Perspectives  

Cinq projets ont émergé de ce travail de thèse et vont être menés en post-thèse pour 

renforcer la validité analytique et clinique de la métabolomique. De projets sont en 

continuité directe : EMMEA-Survie, EMMEA-Validation. Les trois autres sont des projets 

émergents nécessitant l’élaboration de nouvelles cohortes d’analyse : METABOPREDICT, 

TISSUBLOC, et EMMENEO-TN. 

 

a) PROJET EMMEA-S 

Le projet EMMEA-S a pour objectif principal la réalisation d’une analyse supervisée en 

fonction de la survie sans progression à 2 ans. Vu qu’un signal est ressorti des analyses de 

survie réalisées après clustering par les méthodes non supervisées (Article 1&2), nous 

espérons mettre en évidence des métabolites d’intérêt significatif en lien avec une 

récidive précoce à 2 ans. La signature établie pourra alors être validée sur la cohorte 

METABOPREDICT. 

b) PROJET EMMEA-VALIDATION 

Le projet EMMEA-Validation a pour objectif principal de confirmer les résultats 

méthodologiques établis par l’étude EMMEA (Article 1) en comparant les performances 

des 5 méthodes de machine learning sur la cohorte dijonnaise. Si la méthode K-sparse se 

révèle de nouveau être la meilleure méthode d’analyse non-supervisée malgré une 

population cliniquement différente (contexte localement avancé versus contexte 

localisé), alors cette méthode pourra être recommandée pour la suite des analyses non-

supervisées de métabolomique dans le cancer du sein non-métastatique. Par contre, 

l’analyse de survie ne pourra pas être réalisée car les 2 populations d’étude sont trop 

différentes en termes de pronostic et de traitements administrés, ce qui rendrait difficile 

l’interprétation des données de survie au long cours. 
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c) PROJET METABOPREDICT 

Le Projet METABOPREDICT a pour but de réaliser une analyse multiOMIQUE associant 

des données de transcriptomique, métabolomique et données de survie simulées par 

PREDICT uk. Dans un premier temps, nous allons comparer la valeur prédictive et 

pronostique de la métabolomique et des tests de prédiction comme ENDOPREDICT et 

PREDICT uk. Dans un second temps, nous allons évaluer la valeur prédictive et 

pronostique d'un test multi-OMIQUE. Une cinquantaine de tumeurs congelées ont déjà été 

collectées et traitées en métabolomique. Les données brutes de métabolomique sont 

disponibles. Le recueil de données cliniques a été réalisé ainsi que la centralisation des 

données ENDOPREDICT. Deux appels à projet VALO-DATA ont été soumis, acceptés en 

lettre d’intention mais non retenus par la suite, ce qui a ralenti l’avancée du projet. 

Cependant, le projet METABOPREDICT a obtenu un financement dons et legs Octobre rose 

en 2022, ce qui va permettre de réaliser l’analyse statistique multiOMIQUE en association 

avec le département de statistiques (DEBDS) du Centre Antoine Lacassagne. De plus, une 

nouvelle soumission a été réalisée cette année pour obtenir un financement VALO-DATA 

complémentaire. 

 

Si METABOPREDICT met en évidence un intérêt à l’adjonction de la métabolomique à une 

signature génomique, ici ENDOPREDICT, un projet similaire pourra être réalisé avec la 

signature ONCOTYPE DX désormais majoritairement recommandé en pratique clinique.  
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Figure 31. Modèle d’intégration des paramètres clinicopathologiques, moléculaires 

et métabolomiques dans la prise en charge du cancers du sein non-métastatique 

(d’après Franchet et al.(303) et Joyon et al.(304)). Le profil des cancers du sein est évalué en 

premier lieu sur les paramètres clinicopathologiques « traditionnels ». Les outils 

moléculaires et métabolomiques peuvent venir nuancer l’évaluation pronostique des 

patientes et donner une dimension prédictive pour guider la stratégie thérapeutique. 

 

 

d) PROJET TISSUBLOC 

Le Projet TISSUBLOC est un projet méthodologique qui va comparer des signatures 

obtenues sur tissus congelés et en paraffine. Pour cela, en parallèle des tumeurs congelées 

recueillies pour le projet METABOPREDICT, des copeaux de paraffine vont être extraits 

pour une analyse parallèle de métabolomique sur paraffine. Si les résultats obtenus sont 

comparables, les analyses métabolomiques pourront être étendues à l’ensemble des 

tissus fixés en paraffine et non plus limitées aux prélèvements congelés. Ce projet a pour 

bénéfice attendu la généralisation possible de la métabolomique et la simplification de la 

gestion des prélèvements. 
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e) PROJET EMMENEO-TN 

Le projet EMMENEO-TN a pour objectif de montrer que le profil de concentration des 

métabolites de la voie du tryptophane est prédictif d’une réponse à l’immunothérapie en 

analysant la réponse clinico-biologique après chimio-immunothérapie néo-adjuvante 

dans le cancer du sein triple négatif stade II-III. Pour cela, des biopsies diagnostiques vont 

être prospectivement collectées (une cinquantaine). Les tumeurs seront labélisées en 

fonction de la réponse clinico-biologique (réponse complète RCB 0, réponse partielle RCB 

I-II, mauvaise réponse RCB III) et une analyse ciblée sera réalisée sur les métabolites de 

la voie du tryptophane. Si un lien est établi entre les métabolites de la voie du tryptophane 

et la réponse clinico-biologique, une étude de phase I associant un inhibiteur du 

tryptophane et l’immunochimiothérapie pourra être proposée dans la population 

tryptophane-activée. 
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X. Annexes 

 

Annexe 1. Classification TNM 8e édition (305) 

 

Tumeur primitive (T) 

TX Tumeur primaire non connue ou tumeur prouvée par la présence de cellules 

malignes dans les sécrétions broncho-pulmonaires mais non visible aux examens 

radiologiques et endoscopiques. 

T0 Absence de tumeur identifiable. 

Tis Carcinome in situ. 

T1 Tumeur de 3 cm ou moins dans ses plus grandes dimensions, entourée par du 

poumon ou de la plèvre viscérale, sans évidence d'invasion plus proximale que les 

bronches lobaires à la bronchoscopie (c'est-à-dire pas dans les bronches souches). 

T1a(mi) : Adénocarcinome minimalement-invasif 

T1a : Tumeur de 1 cm ou moins dans sa plus grande dimension. 

T1b : Tumeur de plus de 1 cm sans dépasser 2 cm dans sa plus grande dimension. 

T1c : Tumeur de plus de 2 cm sans dépasser 3 cm dans sa plus grande dimension. 

T2 Tumeur de plus de 3 cm, mais de 5 cm ou moins, avec quelconque des éléments 

suivants: 

   -envahissement d'une bronche souche quelle que soit sa distance par rapport à la 

carène mais sans envahissement de la carène, 

   -envahissement de la plèvre viscérale, 

   -existence d'une atélectasie ou pneumonie obstructive s’étendant à la région hilaire 

((sub)lobaire ou pulmonaire). 

T2a : Tumeur de plus de 3 cm sans dépasser 4 cm dans sa plus grande dimension. 

T2b : Tumeur de plus de 4 cm sans dépasser 5 cm dans sa plus grande dimension. 

T3 Tumeur de plus de 5 cm et de 7 cm ou moins, ou associée à un(des) nodule(s) 

tumoral(aux) distinct(s) et dans le même lobe, ou ayant au moins l'un des 
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caractères invasifs suivants: 

   -atteinte de la paroi thoracique (incluant les tumeurs du sommet), 

   -atteinte du nerf phrénique, 

   -atteinte de la plèvre pariétale ou du péricarde. 

T4 Tumeur de plus de 7 cm ou associée à un(des) nodule(s) pulmonaire(s) distinct(s) 

comportant un envahissement quelconque parmi les suivants : médiastin, cœur ou 

gros vaisseaux, trachée, diaphragme, nerf récurrent, œsophage, corps vertébraux, 

carène, nodules tumoraux séparés dans deux lobes différents du même poumon. 

  

 

Ganglions lymphatiques régionaux (N) 

NX Envahissement locorégional inconnu. 

N0 Absence de métastase dans les ganglions lymphatiques régionaux. 

N1 Métastases ganglionnaires péri-bronchiques homolatérales et/ou hilaires 

homolatérales incluant une extension directe. 

N2 Métastases dans les ganglions médiastinaux homolatéraux ou dans les ganglions 

sous-carénaires. 

N3 Métastases ganglionnaires médiastinales controlatérales ou hilaires controlatérales 

ou scaléniques, sus-claviculaires homo- ou controlatérales. 

  

Métastases à distance (M) 

M0 Pas de métastase à distance. 

M1 Existence de métastases: 

M1a : Nodules tumoraux séparés dans un lobe controlatéral, ou nodules pleuraux 

ou pleurésie maligne ou péricardite maligne. 

M1b : Une seule métastase dans un seul site métastatique. 

M1c : Plusieurs métastases dans un seul site ou plusieurs sites atteints. 
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Annexe 2. Stadification cancer du sien (305) 

 

[1] : IA : T1a ; IB : T1b-c ; IIIA : tout T1. 

 

 

Annexe 3. Grade du cancer du sien (306) 
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