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Introduction

L’imagerie hyperspectrale est une technologie permettant d’acquérir des
images dans plusieurs dizaines ou centaines de bandes du spectre électroma-
gnétique (Landgrebe [2002]). Ces images, combinant l’imagerie et la spectromé-
trie, permettent d’estimer la présence et la position de compositions chimiques
dans des images et permettent ainsi la discrimination de matériaux à longue
distance (Mou et al. [2017]). L’amélioration récente des capacités de calcul des
machines a permis de traiter les quantités importantes de données contenues
dans les images hyperspectrales.

Les systèmes de mission de surveillance permettent de gérer une mission
à travers plusieurs aspects : la trajectoire des plateformes, la programmation
des capteurs, l’acquisition des données par les capteurs et le traitement de ces
données. L’acquisition de données peut être conduite par différents types de
capteurs (visible, radar, ...) embarqués sur des plate-formes telles que les avions
de surveillance ou les drones. Le traitement de ces données permet alors d’en
extraire des informations pour établir une situation dans différents domaines :
aérien, maritime et terrestre. Ces informations sont de cinq types :

— Détection de la présence ou absence d’un élément dans un ensemble de
données.

— Discrimination des éléments en plusieurs catégories en fonction de leurs
caractéristiques respectives.

— Reconnaissance d’un élément en associant les caractéristiques de cet élé-
ment aux caractéristiques de classes déjà existantes.

— Identification d’un élément précis, à travers des caractéristiques qui per-
mettent de le différencier d’autres éléments appartenant à la même classe.

— Localisation d’un élément connu afin de connaître sa position.

Pour les systèmes de mission de surveillance, le traitement des données
doit être fonctionnel dans autant de situations que possible. Un système de
détection trop sensible détecte des éléments non-prioritaires qui noient les in-
formations les plus importantes, et un système peu sensible risque de rater
une partie cruciale de cette information prioritaire. De plus, il est nécessaire
de développer des systèmes de surveillance de plus en plus sophistiqués afin de
réduire les limitations des systèmes existants et de répondre à des besoins gran-
dissants. Dans le cadre de l’exploitation de certaines données acquises par les
capteurs en contexte hostile ou militaire, il est également important de consi-
dérer la présence d’éléments tels des leurres ou des éléments camouflés, dont la
fonction est de tromper l’interprétation des informations dans les systèmes de
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INTRODUCTION

surveillance. Il est alors nécessaire de développer de nouvelles méthodes per-
mettant de détecter ces éléments et de les reconnaître comme tels, par exemple
en discriminant les leurres des objets qu’ils imitent.

Les drones sont des véhicules à faible altitude permettant de faire de la
surveillance dans des contextes variés et pendant un temps long. De plus, ils
bénéficient d’une forte mobilité sur de grandes distances et peuvent se déplacer
dans des zones qui ne sont pas accessibles aux humains (zone polluée, zone
de danger...). Les drones sont donc un outil primordial pour les systèmes de
mission de surveillance.

Nous nous intéressons alors à l’utilisation de l’imagerie hyperspectrale pour
la discrimination et la localisation de matériaux dans le cadre de missions de
surveillance par drones. La discrimination de matériaux possède de nombreuses
applications pour la surveillance telles que la détection de véhicules ennemis
ou la reconnaissance des types de blindages de ces véhicules.

Les travaux menés jusqu’à présent sur ce sujet considèrent soit des don-
nées privées, soit des bases de données publiques limitées sur plusieurs aspects.
Tout d’abord, les conditions dans lesquelles ces bases de données sont acquises
diffèrent entre les bases de données, et un même objet ou matériau ne pré-
sente pas les mêmes caractéristiques en fonction de la base de données. De
plus, le faible nombre de bases de données publiques ne permet pas de géné-
raliser les caractéristiques de ces matériaux. Enfin, ces données publiques sont
satellitaires ou aériennes à haute altitude, et donc très différentes d’images
acquises depuis des systèmes terrestres ou depuis des systèmes aériens tels que
les drones.

Cette thèse, sous dispositif Cifre (Convention industrielle de formation par
la recherche) validé par l’ANRT (Association Nationale Recherche Techno-
logie), se déroule entre l’entreprise Thales DMS (Defense Mission Systems)
France SAS et le Laboratoire Bordelais de Recherche en Informatique (LaBRI).
Cette thèse s’intéresse à des problématiques de détection, de discrimination et
de reconnaissance de matériaux par utilisation de l’imagerie hyperspectrale
dans des conditions d’acquisition variées au sol ou faible altitude.

Nos travaux sont les suivants. Dans un premier temps, nous analyserons
l’état de l’art de l’imagerie hyperspectrale, les analyses conduites sur ces images
ainsi que les méthodes utilisées pour leur traitement (Chapitre 1). Cette ana-
lyse se poursuivra au Chapitre 2 avec l’analyse de bases de données spectrales
pour l’extraction des caractéristiques spectrales de matériaux d’intérêt. Dans le
Chapitre 3, nous présenterons l’acquisition de deux grandes bases de données
hyperspectrales terrestres, de matériaux d’intérêt pour les systèmes de mis-
sion de surveillance, acquises dans de multiples conditions d’illumination. La
calibration d’images hyperspectrales et ses enjeux et difficultés en conditions
opérationnelles seront présentées en Chapitre 4. Ces données seront ensuite
pré-traitées et analysées avec des méthodes sans apprentissage dans le Cha-
pitre 5 et des limitations de ces méthodes seront présentées. Enfin, ces analyses
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INTRODUCTION

se poursuivront dans le Chapitre 6 avec l’utilisation de réseaux de neurones.

Contributions
Deux articles ont été publiés au cours de cette thèse :
1. Caubet Christophe, Guerrini Gilles, Desbarats Pascal et Domenger Jean-

Philippe, 2022a. Case Study of a Calibration Problem in Acquired Hy-
perspectral Images. Dans 2022 IEEE International Conference on Image
Processing (ICIP), pages 2261–2265. IEEE. ISBN 978-1-6654-9620-9. doi :
10.1109/ICIP46576.2022.9897839.

2. Caubet Christophe, Guerrini Gilles, Desbarats Pascal et Domenger Jean-
Philippe, 2022b. Evaluation of the Operational Contribution of the Use
of Neural Networks on Hyperspectral Images for the Benefit of Airborne
Surveillance. Dans SET-312-RSM. Bled, Slovenia. URL https://hal.
science/hal-03963144v1
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Chapitre 1

Contexte

Sommaire
1.1 Introduction . . . . . . . . . . . . . . . . . . . . . . 4
1.2 Contexte technique . . . . . . . . . . . . . . . . . . 4
1.3 Contexte scientifique . . . . . . . . . . . . . . . . . 6

1.3.1 Dimensions spectrale et spatiales . . . . . . . . . . . 6
1.3.2 Conditions d’acquisition . . . . . . . . . . . . . . . . 8
1.3.3 Application des images hyperspectrales . . . . . . . . 9
1.3.4 Imagerie hyperspectrale pour la surveillance . . . . . 10

1.4 Contexte opérationnel . . . . . . . . . . . . . . . . . 12
1.5 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . 12

1.1 Introduction

Dans ce chapitre, nous présenterons les contextes dans lesquels se place
cette thèse. Nous présentons d’abord le principe et le fonctionnement de l’ima-
gerie hyperspectrale. Cette présentation technique mène à une description des
travaux en rapport avec ce type d’imagerie et les méthodes existantes pour
leur traitement. Enfin, nous ferons le lien entre ces travaux existants et les
systèmes de mission de surveillance.

1.2 Contexte technique

Ce que l’on appelle communément « lumière » est en réalité l’ensemble
des ondes du spectre électromagnétique appartenant au domaine visible, de
longueur entre 380 et 740 nanomètres (nm). Le spectre électromagnétique est
constitué de plusieurs domaines, différenciés par la longueur des ondes, tels
que l’ultraviolet, le visible et l’infrarouge, voir Fig. 1.1.

4



1. Contexte

Figure 1.1 – Domaines du spectre électromagnétique. Figure
extraite de https://chrisparkins.wordpress.com/2013/09/01/
the-colour-of-light/, dernière visite le 21/03/2023.

Les images couleur classiques visent à imiter la vision humaine de la lu-
mière. Ces images sont constituées de trois canaux de couleur, rouge, vert
et bleu, construits à partir d’interpolations de la lumière du domaine visible.
Cela signifie que ces images, tout comme la vision humaine, sont limitées à
une faible portion du spectre électromagnétique. De plus, ces images sont éga-
lement limitées dans la quantité d’information qu’elles représentent, car seuls
trois canaux représentent toutes les ondes électromagnétiques mesurant entre
380 et 740 nanomètres.

Il est alors possible de constituer des images avec un nombre plus important
de canaux (ou « bandes spectrales »), échantillonnant le spectre électromagné-
tique. En fonction du nombre de bandes spectrales, nous appelons alors ces
images multispectrales ou hyperspectrales, mais la manière de différencier ces
deux types d’image varie en fonction des capteurs et de l’état de l’art (Aasen
et al. [2018]). Dans cette thèse, nous considérons qu’une image multispectrale
possède au plus 40 bandes spectrales et une image hyperspectrale au moins 41
bandes spectrales et nous préciserons le nombre de bandes lorsque nécessaire.
L’augmentation du nombre de bandes implique cependant une réduction des
dimensions spatiales en raison de contraintes liées aux capteurs d’acquisition
(voir Sec. 3.2). Il est alors nécessaire de faire un compromis sur les dimensions
de l’image. Une échelle du type de donnée en fonction des résolutions spatiales
et de la résolution spatiale est représentée en Figure 1.2.
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1.3. Contexte scientifique

Image
Monochromatique

Image
Couleur

Image
MultiSpectrale

Image
HyperSpectrale Spectre

Résolutions spatiales Résolution spectrale

Figure 1.2 – Types de données de l’imagerie monochrome à la spectromé-
trie, en fonction du compromis entre les résolutions spatiales et la résolution
spectrale. Figure extraite de Li et al. [2013].

1.3 Contexte scientifique

1.3.1 Dimensions spectrale et spatiales

L’apport de l’imagerie hyperspectrale et de l’imagerie multispectrale sont
comparés par Govender et al. [2007] et Schlerf et al. [2005]. Schlerf et al. [2005]
montrent, à travers une analyse de végétation, que l’imagerie hyperspectrale
apporte une information plus pertinente que l’imagerie multispectrale, mais
pas systématiquement. Govender et al. [2007] concluent que l’imagerie hyper-
spectrale offre davantage de possibilités grâce à sa quantité d’information plus
détaillée. Toutefois, les auteurs concluent également que les dimensions des
images hyperspectrales sont très limitées par les systèmes d’acquisition exis-
tants et que ces images demandent un temps de traitement beaucoup plus
important que pour les images multispectrales. En termes d’utilisation, Sha-
fiee et al. [2016] recommandent de privilégier l’imagerie multispectrale lorsque
les bandes spectrales les plus pertinentes pour une certaine application sont
connues.

Afin de bénéficier des différents aspects des images hyperspectrales et mul-
tispectrales, il est possible d’effectuer une analyse sur des images hyperspec-
trales à basse résolution spatiale, de supprimer les bandes les moins pertinentes,
puis d’utiliser une caméra multispectrale à plus haute résolution spatiale avec
les bandes sélectionnées pour diminuer les contraintes de temps de calcul ou de
dimensions spatiales. Dans Maire et Lefebvre [2015], un coefficient est associé
à chaque bande spectrale et pondéré à l’aide d’un algorithme génétique afin de
ne conserver que les 10 bandes les plus pertinentes. Il est également possible
d’éliminer des bandes avec une méthode d’Information Mutuelle (MI) afin de
ne conserver que les bandes apportant une information nouvelle. Avec cette
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méthode, Nhaila et al. [2019] suppriment jusqu’à 35% des bandes spectrales
sans perte des performances de classification, et Guo et al. [2006] montrent
qu’il est possible de supprimer près de 60% des bandes de la base de données
Indian Pines (Baumgardner et al. [2015]) sans perte de précision pour la clas-
sification de matériaux. Dans Khan et al. [2013], seules les bandes permettant
d’améliorer la précision d’une tâche de détection sont conservées. Jia et al.
[2012] présentent une suppression de bandes manuelle complétée par une sé-
lection de bandes par Affinity Propagation. Les auteurs démontrent également
que la présence de certaines bandes réduit la précision de la classification et
que supprimer ces bandes permet d’améliorer cette précision.

Plutôt que supprimer des bandes spectrales et l’information contenue par
ces bandes, il est également possible de conserver cette information tout en
réduisant le temps de calcul à l’aide de méthodes de réduction de dimension.
Après application de ces méthodes, l’information des bandes spécifiques n’est
pas préservée, mais une nouvelle information émerge. L’une des méthodes de
réduction de dimension les plus utilisées est l’ACP (Analyse en Composantes
Principales) (Farrell et Mersereau [2005]). Dans Bergman [1996], seules les
15 premières composantes de l’ACP sont conservées et analysées. Liu et al.
[2017] utilisent une ACP pour améliorer les performances de 5 des 7 méthodes
de classification proposées en comparaison aux même méthodes appliquées
aux images hyperspectrales. Il existe aussi d’autres méthodes de réduction de
dimension, telles que le SSFC (Spectral–Spatial Feature-based Classification)
proposé par Zhao et Du [2016], conçu pour des tâches de classification et qui
permet d’atteindre de meilleurs résultats que l’ACP pour ces tâches. Enfin,
Uzair et al. [2015] proposent un algorithme de fusion de bandes spectrales
dont les performances de classification surpassent celles des autres méthodes
proposées, dont l’ACP.

En termes de dimensions spatiales, il est possible d’appliquer une super-
résolution (SR) (Dong et al. [2015]) afin de bénéficier d’une plus haute réso-
lution spatiale avec les images hyperspectrales. Mei et al. [2017] proposent
un réseau de neurones à convolutions 3D basé sur un mécanisme d’auto-
apprentissage (self-learning) pour la super-résolution, et ce réseau atteint une
meilleure précision que les autres méthodes évaluées. Sidorov et Hardeberg
[2019] proposent deux réseaux auto-encodeurs à convolutions respectivement
2D et 3D, mais la précision de ces réseaux est inférieure à celle du réseau
proposé par Mei et al. [2017]. Une autre approche, basée sur des données
acquises depuis plusieurs capteurs, consiste à fusionner une image hyperspec-
trale à faible résolution spatiale avec une image multispectrale à haute réso-
lution spatiale avec un réseau à auto-encodeurs (Yao et al. [2020]). Uezato
et al. [2020a] proposent une approche similaire pour la fusion d’images cou-
leur (RGB) haute-résolution et hyperspectrales faible-résolution. Les auteurs
montrent que cette approche est applicable à d’autres types d’images, telles
qu’une image panchromatique haute-résolution et une image multispectrale
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faible-résolution, ce qui ouvre la voie à des traitements de super-résolution en
plusieurs étapes.

1.3.2 Conditions d’acquisition

Lors du traitement d’images hyperspectrales, il est nécessaire de prendre
en compte les conditions d’acquisition (capteur utilisé, temps d’exposition,
angle et intensité lumineuse...). En effet, les images brutes produites par les
capteurs ne sont pas reproductibles (Burger et Geladi [2005]) et sont sujettes
à des biais liés au capteur et aux conditions d’illumination. D’après Wendel
et Underwood [2017], la calibration d’image rendue possible par la présence
d’une cible de calibration dans la scène, c’est-à-dire un objet de réflectance
connue et constante dans le domaine spectral observé, est la seule méthode
pour calibrer parfaitement les spectres. Les auteurs mentionnent cependant
qu’il n’est pas toujours possible d’utiliser une telle cible lors d’acquisitions
hyperspectrales. De plus, l’utilisation de plusieurs cibles de calibration ayant
différents niveaux de réflectance (par exemple 2%, 50%, 75% et 99%) permet
une meilleure calibration des spectres (Geladi et al. [2004]; Burger et Geladi
[2005]). En raison du prix élevé des standards de cibles de calibration, Shaikh
et al. [2021] montrent qu’avec un protocole adapté, une cible de calibration
de gamme moyenne peut s’avérer suffisante pour la calibration de données
hyperspectrales. En revanche, lorsque l’illumination varie fortement entre deux
acquisitions de la cible de calibration, la réflectance d’un échantillon varie
tout aussi fortement et peut dépasser 100% (Zaman et al. [2014]), ce qui ne
devrait pas être possible dans un système correctement calibré. Miura et Huete
[2009] constatent que ces biais de calibration sont particulièrement importants
lorsque l’écart de temps entre l’acquisition de la cible de calibration et celle
d’un échantillon est de plus de 15 minutes. Il est alors nécessaire de faire des
acquisitions aussi fréquentes que possible de la cible de calibration, ou même
d’avoir la cible constamment dans le champ de vision de la caméra.

Ces variations de conditions d’acquisition ou d’illumination peuvent égale-
ment se présenter au sein d’une même scène observée, principalement en raison
de la présence d’ombres (Bondi et al. [2016]). Wendel et Underwood [2017]
montrent qu’il est possible de corriger partiellement l’illumination lorsque suf-
fisamment de données sont connues à-priori sur celle-ci, mais que l’utilisation
de cibles de calibration offre une meilleure correction des variations d’illumina-
tion. Dans Uezato et al. [2020b], une approche multimodale est proposée, dans
laquelle un LiDAR est utilisé conjointement à une caméra hyperspectrale. Ce
LiDAR est utilisé pour calculer la hauteur des différents pixels dans la scène
et estimer la position des zones d’ombre afin de les corriger. Le problème de
la calibration dans des conditions variables d’illumination n’est cependant pas
résolu (Aasen et al. [2018]).

L’illumination peut aussi être perturbée de plusieurs manières par les parti-
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cules contenues dans l’atmosphère (Adler-Golden et al. [1999]). Tout d’abord,
les particules contenues dans l’atmosphère dispersent la lumière. Cette disper-
sion est particulièrement observable sur des images acquises par des systèmes
aériens ou satellitaires car elle crée un « effet d’adjacence », c’est-à-dire que
la lumière d’un objet au sol est dispersée dans les pixels adjacents à ceux qui
visent cet objet. Les auteurs utilisent un modèle physique pour proposer une
correction de cet effet d’adjacence à partir d’une estimation de celui-ci. L’autre
effet mis en valeur par Adler-Golden et al. [1999] est celui de l’« absorption at-
mosphérique » : certaines longueurs d’onde du spectre électromagnétique sont
absorbées par l’atmosphère, et une partie de la lumière émise par le soleil n’at-
teint donc pas la surface de la terre. De nombreux modèles physiques permet-
tant de simuler l’absorption atmosphérique ont été créés (Healey et al. [1999];
Poutier et al. [2002]; Miesch et al. [2005]; Thomas et al. [2011]) afin de réduire
l’impact de l’atmosphère sur les spectres. Plutôt que de modéliser cet effet et
de corriger les spectres, Adler-Golden et al. [2001] proposent une méthode de
discrimination de spectres qui prend en compte les variations spectrales liées à
l’absorption atmosphérique et atteint des performances satisfaisantes sur des
échantillons acquis dans des conditions différentes.

1.3.3 Application des images hyperspectrales

Une fois traitées, ces données hyperspectrales, généralement satellitaires,
sont principalement utilisées pour la classification de matériaux. Landgrebe
[2002] classifie les pixels en utilisant l’algorithme ECHO (Extraction and Clas-
sification of Homogeneous Objects). Villa et al. [2013] projettent les pixels
spectraux, représentés dans un espace à 216 dimensions, vers un espace à 2
dimensions afin d’utiliser les regroupements (ou clusters) de pixels pour la
classification. D’autres utilisent les Machines à Vecteurs de Support (SVM)
pour la classification de matériaux (Camps-Valls et Bruzzone [2004]; Melgani
et Bruzzone [2004]; Fauvel et al. [2007]). Ouerghemmi et al. [2017] proposent
d’utiliser deux SVM sur des images hyperspectrale et multispectrale d’une
même scène et de fusionner les décisions des deux SVM, améliorant ainsi les
performances globales. Cependant, depuis près d’une décennie, l’émergence
des réseaux de neurones pour la classification a permis de surpasser les résul-
tats des méthodes classiques utilisées jusque là (Paoletti et al. [2019]). Parmi
les approches se basant sur des réseaux de neurones, certaines utilisent des
réseaux à convolution (CNN) (Zhao et Du [2016]) afin de bénéficier des carac-
téristiques spatiales, et d’autres utilisent des réseaux de neurones récurrents
(RNN) (Guo et al. [2018]; Mou et al. [2017]) afin de bénéficier des caractéris-
tiques spectrales. D’autres méthodes combinent ces deux approches dans des
« réseaux récurrents à convolution » (RCNN) (Mou et al. [2019]) ou « réseaux
à convolution récurrents » (CRNN) (Wu et Prasad [2017]) afin de bénéficier à
la fois des caractéristiques spatiales et spectrales des images hyperspectrales.
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D’autres types de réseaux sont également utilisés, par exemple Zhu et al. [2018]
utilisent un réseau antagoniste génératif (GAN) avec convolutions 3D pour la
classification de matériaux.

Cependant, ces travaux de classification utilisent pratiquement tous les
mêmes données, des images hyperspectrales issues de challenges publics (Ma
et al. [2019]). Ainsi, les résultats de l’état de l’art sont saturés en raison du
manque de données hyperspectrales publiques (Ghamisi et al. [2017]).

D’autres publications présentent des méthodes de classification sur de nou-
velles données. Lagrange et al. [2017] utilisent un modèle bayésien hiérar-
chique pour la classification et le démélange de spectres de végétation dans
leurs propres images aériennes. Parsons et al. [2018] détectent et classifient
des échantillons de corail avec une SVM dans leurs propres images aériennes.
Amigo et al. [2015] utilisent un PLS-DA (Partial Least Squares-Discriminant
Analysis) pour la classification de pixels et pour la discrimination d’échan-
tillons de plastique après plusieurs étapes de pré-traitements. Dans Shafiee
et al. [2016], un réseau de neurones non-profond est utilisé pour classifier des
échantillons de miel purs et frelatés avec 95% de précision. Khan et al. [2013]
montrent l’apport de l’imagerie hyperspectrale en classifiant des échantillons
d’encre qui apparaissent identiques pour les caméras couleur avec une méthode
de regroupement (ou clustering). Dans Shaikh et al. [2021], une ACP et une
SVM sont utilisées pour classifier quelques échantillons de neige et d’asphalte
acquis dans des conditions variables d’illumination pour prouver la fiabilité de
leur protocole de calibration. Toutefois, ces nouvelles données sont rarement
rendues publiques, et ne peuvent donc pas être exploitées par l’ensemble de la
communauté scientifique.

1.3.4 Imagerie hyperspectrale pour la surveillance

Dans cette thèse, ce sont plutôt ces dernières applications de la classification
qui nous intéressent, mais appliquées au domaine de la surveillance. Pour la
caractérisation de matériaux artificiels liés à des contextes urbains, Herold
[2004]; Herold et al. [2004]; Roberts et Herold [2004] proposent une base de
données d’échantillons d’asphalte, mais ces données sont purement spectrales
et ne contiennent aucun contexte spatial.

En termes d’application dans la surveillance terrestre, d’autres travaux
considèrent la tâche du pistage. La méthode de pistage hyperspectrale proposée
par Xiong et al. [2019] obtient de meilleures performances que les méthodes de
pistage couleur et que la plupart des autres méthodes hyperspectrales. Xiong
et al. [2020] proposent une base de données de vidéos acquises simultanément
en couleur et en multispectral (16 bandes) avec les mêmes caractéristiques.
Les auteurs montrent que la plupart des méthodes de pistages sur des vidéos
couleur sous-performent sur la vidéo multispectrale. Cependant, la méthode
proposée ne permet pas d’améliorer la performance du pistage. Li et al. [2020]
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proposent d’intégrer de nouvelles vidéos à la base de données précédente. Une
nouvelle méthode est proposée, mais ses performances sont en-deçà de celles de
l’état de l’art. Dans Nguyen et al. [2010], l’utilisation de l’imagerie hyperspec-
trale permet d’améliorer la qualité du pistage et de l’identification de visages
par rapport à des images couleur, en se concentrant sur le pistage de visages
ou de vêtements.

Mais en plus des limitations mentionnées précédemment des capteurs mul-
tispectraux et hyperspectraux, l’acquisition de vidéos est d’autant plus limitée
par leur nombre d’images par seconde. Afin de réduire ces limitations, Mian
et Hartley [2012] proposent un système conjoint d’acquisition et traitement
d’images permettant de restaurer des vidéos multispectrales et hyperspectrales
de meilleure résolution spatiale, spectrale et temporelle. Meng et al. [2020]
construisent et présentent un capteur personnalisé pour l’acquisition de vidéos
multispectrales (28 bandes) par filtrage des données acquises par le capteur
et par une reconstruction du signal avec un réseau de neurones 3D à « self-
attention ».

D’autres travaux proposent des applications diverses liées à la surveillance.
Uzair et al. [2014] et Uzair et al. [2015] proposent des méthodes de reconnais-
sance de visage dans des images hyperspectrales et leurs résultats surpassent de
loin ceux des autres méthodes analysées. Yuen et Richardson [2010] présentent
l’imagerie hyperspectrale pour la détection d’objets artificiels et de mines en
milieux naturels ainsi que pour de la discrimination de matériaux (vêtements
contre véhicules). Le Groupe de Synthèse Hyperspectrale a établi un rapport
(Groupe de Synthèse Hyperspectral (GSH) [2008]) présentant des applications
de l’imagerie hyperspectrale en contexte urbain et pour la défense, telles que
le ciblage, la détection de camouflage et l’analyse de terrain. Les auteurs re-
commandent le domaine spectral 400-2500nm pour ces types d’applications, et
recommandent de privilégier des systèmes multi-modaux (hyperspectral avec
RADAR) pour certains besoins de défense tels que la détection de camouflage.
Dans Goldberg et al. [2003], l’utilisation de bandes spécifiques (capteur mul-
tispectral) dans l’infrarouge moyen et long (MWIR-LWIR) est proposé pour la
détection de véhicules tactiques, de mines et de missiles ballistiques, y compris
en conditions nocturnes. Bergman [1996] et Sanders et al. [1998] effectuent res-
pectivement de la discrimination et de la détection de matériaux en simulant
des conditions opérationnelles, avec des images aériennes acquises à plusieurs
altitudes différentes. Dans Sanders et al. [1998], en raison de ressemblances
importantes entre les cibles et l’arrière-plan, la détection de matériaux échoue,
et l’amélioration des dimensions spatiales des images par réduction de l’alti-
tude ne permet pas d’améliorer les résultats de cette détection. Dans Bergman
[1996], les acquisitions sont conduites à plusieurs moments de la journée afin
d’obtenir une variabilité liée à l’illumination. Les matériaux représentés sur
les données (tissus, plastique, métal) sont correctement discriminés entre eux
et c’est également le cas pour la discrimination entre des véhicules réels et
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des leurres. En revanche, la discrimination des différents types de véhicules
n’apporte pas de résultats concluants.

1.4 Contexte opérationnel
Dans ce cadre, l’utilisation de l’imagerie hyperspectrale pourrait permettre

d’améliorer les systèmes existants grâce à l’apport de nouvelles informations
telles que les matériaux, ou la détection d’objets non perçus par les types de
capteurs actuellement utilisés. Pour cela, il nous est nécessaire de connaître les
caractéristiques spectrales de matériaux pouvant apparaître dans des scénarios
de missions de surveillance : acier, verre, béton, bois, sols...

1.5 Conclusion
Dans ce chapitre, nous avons présenté l’imagerie hyperspectrale. Nous avons

analysé et décrits les travaux existants afin de comprendre les problématiques
liées à l’utilisation de l’imagerie hyperspectrale et afin d’en extraire des mé-
thodes et applications pertinentes dans le contexte des systèmes de mission de
surveillance.
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Études spectrales
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2.1 Introduction

L’imagerie hyperspectrale contient des données définies à la fois selon des
dimensions spatiales et spectrale. Une exploitation préalable de la dimension
spectrale permet de définir son utilité ainsi que les enjeux de son utilisation
dans des contextes de surveillance. Dans ce chapitre, nous présentons d’abord
une liste de bases de données spectrales existantes. Nous concentrons ensuite
l’étude sur deux de ces bases de données pour l’extraction et l’analyse de carac-
téristiques spectrales. Des méthodes d’analyse et de traitement sont appliquées
à ces spectres afin de définir les domaines spectraux d’intérêt pour la suite de
nos travaux.
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2.2 Bases de données

Nous présentons en Table 2.1 une liste des bases de données spectrales
existantes, le type d’objets ou de matériaux qu’elles contiennent ainsi que les
domaines spectraux couverts par chaque base de données. Lorsque deux do-
maines spectraux sont listés pour une même base, cela signifie que les spectres
de la base ont des domaines spectraux différents entre eux, situés entre les
deux domaines spectraux présentés.

Base de données Contenu Domaine spectral
CAVE
(Yasuma et al. [2010]) Objets divers 400-700nm

CSIRO (CSIRO [2020]) Minéraux 300-2500nm
6000-15000nm

ECOSTRESS
(Baldridge et al. [2009]
(Meerdink et al. [2019])

Végétation
Matériaux artificiels

300-2500nm
2500nm-25000nm

GHISA
(Thenkabail et Aneece [2019]) Végétation 350-2500nm

RELab (Pieters [1983]) Minéraux 220-450nm
16673-200000nm

Santa Barbara Urban
Spectral Library
(Herold et al. [2004])

Asphalte 440-2370nm

USGS7
(Kokaly et al. [2017])

Objets et matériaux divers
Matériaux artificiels

205-1123nm
2202-216006nm

Table 2.1 – Liste des bases de données spectrales

Pour la suite de ce chapitre, nous avons sélectionné les bases de données
RELab et USGS7 en raison du grand nombre de spectres qu’elles contiennent.
Plus précisément, RELab est utilisée afin de décrire certains aspects fondamen-
taux de la variabilité spectrale des matériaux et des mélanges de matériaux,
et USGS7 est utilisée dans l’objectif de classifier des objets ou matériaux ar-
tificiels en fonction de leurs caractéristiques spectrales.

2.3 Transformations des spectres

Spectres

Un spectre prend la forme d’un signal 1D exprimé par une intensité en
fonction de la longueur d’onde, voir Figure 2.1. Cette intensité est générale-
ment exprimée en AREF (Absolute REFlectance ou « réflectance absolue »),
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c’est-à-dire la proportion de la lumière qui est réfléchie par l’objet analysé,
indépendamment pour chaque longueur d’onde.

Figure 2.1 – Exemple de spectre d’un objet bleu en nylon, par AREF en
fonction de la longueur d’onde de la lumière, de 350 à 2500nm.

Normalisation linéaire

La normalisation linéaire consiste à ne considérer que l’évolution du spectre
et s’opère en convertissant l’ensemble des valeurs d’intensité d’un spectre vers
l’intervalle de valeurs [0, 1]. Cette opération peut permettre de trouver des
corrélations entre des spectres présentant une forme similaire mais une AREF
moyenne différente. En revanche, la normalisation ne permet pas de conserver
les informations de quantité de AREF des spectres. Un exemple de normalisa-
tion est présenté en Figure 2.2.

Distribution

La distribution est une autre méthode de normalisation des spectres, qui
permet d’éviter la perte de l’information de l’écart-type. Chaque valeur du
spectre est divisée par la somme des valeurs de ce spectre, résultant en un
vecteur de probabilités. L’inconvénient de cette méthode est que la moyenne
de la distribution dépend directement du nombre de valeurs contenu dans
le spectre. Ainsi, il n’est pas possible, avec cette méthode, de comparer des
spectres définis sur des domaines spectraux différents ou possédant un nombre
de bandes différents. Un exemple de distribution est présenté en Figure 2.3.

15



2.3. Transformations des spectres

Figure 2.2 – Spectre de la Figure 2.1 après normalisation, de 350 à 2500nm.

Figure 2.3 – Spectre de la Figure 2.1 après distribution, de 350 à 2500nm.

La normalisation et la distribution sont deux méthodes permettant de vi-
sualiser un même spectre à des échelles différentes. Nous allons ensuite présen-
ter des méthodes appliquant des transformations au spectre lui-même.

Dérivées première et seconde

La dérivée d’un spectre est une mesure de l’évolution locale du signal. Nous
avons extrait les dérivées première et seconde aux spectres. La dérivée première
d’un spectre correspond à la variation ou la pente du signal en chaque point de
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celui-ci. La dérivée seconde correspond aux variations de la dérivée première, et
peut permettre de trouver certains pics d’intensité faibles masqués par des pics
plus importants. Les dérivées évaluant les variations présentes dans un spectre,
une normalisation linéaire ou une distribution du spectre n’ont d’impact que
sur la magnitude des dérivées. Nous présentons en Figures 2.4a et 2.4b des
exemples de dérivée première et seconde, respectivement.

(a) (b)

Figure 2.4 – Dérivée (a) première et (b) seconde du spectre de la Figure 2.1,
de 350 à 2500nm.

Lissage

Lisser un spectre permet de réduire son bruit tout en préservant le signal
qu’il contient. Certains spectres possèdent un niveau de bruit important, sous
la forme de fortes variations locales, par exemple en raison d’imprécisions du
capteur. Il existe plusieurs fonctions permettant de lisser les spectres, nous
avons choisi d’appliquer un filtre gaussien sur le voisinage de chaque point du
spectre en raison de sa qualité de préservation du signal. L’effet du lissage
spectral a un effet particulièrement important sur les dérivées du spectre lissé,
car celles-ci représentent les variations de ce spectre.

Nous présentons en Figure 2.5 des exemples de dérivée première et seconde
après lissage. Nous pouvons constater que les dérivées ont des variations lo-
cales beaucoup moins importantes, ce qui permet de mieux identifier certaines
variations du signal, par exemple entre 1000nm et 1250nm sur la deuxième dé-
rivée. Cependant, ce lissage peut également détruire une partie de l’information
spectrale, et ne doit pas être utilisé systématiquement.

Histogramme

L’histogramme est une représentation de la répartition des valeurs d’un
spectre. L’histogramme dépend fortement de l’échelle du spectre dont il est
issu. À l’inverse des dérivées, l’histogramme préserve les informations globales
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(a) (b)

Figure 2.5 – Dérivée (a) première et (b) seconde du spectre de la Figure 2.1
après lissage du spectre avec un filtre gaussien, de 350 à 2500nm.

des spectres au détriment des variations locales. Un exemple d’histogramme
est présenté en Figure 2.6. Nous pouvons observer que pour le spectre exemple
(voir Figure 2.1), la majorité des valeurs ont une AREF comprise entre 60%
et 65%.

Figure 2.6 – Histogramme des valeurs de AREF du spectre de la Figure 2.1,
de 350 à 2500nm.

2.4 Analyse visuelle de spectres de plastique
Afin de proposer des perspectives à l’utilisation de spectres pour la ca-

ractérisation de matériaux, nous proposons une analyse visuelle d’objets en
plastique (nylon et vinyle), dont les spectres sont présentés en Figure 2.7.
En-dessous de 1200nm, les spectres n’exhibent que peu de caractéristiques
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2. Études spectrales

communes et sont très différents pour un même type de matériau, particuliè-
rement lorsque les objets observés sont visuellement de couleurs différentes.
Cependant, entre 1200 et 2300nm, des caractéristiques spectrales similaires
apparaissent entre les échantillons de même matériau et différentes des carac-
téristiques d’autres matériaux.

(a) Spectres d’objets en nylon. (b) Spectres d’objets en vinyle.

Figure 2.7 – Spectres d’objets en (a) nylon et (b) vinyle en fonction du
domaine spectral, de 350 à 2500nm.

De plus, cette analyse ne se limite pas aux échantillons présentés, car des ca-
ractéristiques semblables sont trouvées entre les échantillons des autres classes
de matériaux (plastiques, béton...). Cela nous amène à conclure que le domaine
spectral 1200-2300nm est le plus adapté à la caractérisation de matériaux ar-
tificiels.

2.5 Mesures de similarité

2.5.1 Définition

En fonction de ses propriétés, une fonction f(s, t) permettant de calculer
une différence quantitative entre deux données s et t de même type est appelée
une « mesure de similarité » (lorsque f(s, s) = 0) ou une « mesure de dissimila-
rité » (lorsque f(s, s) ̸= 0). Ces fonctions sont particulièrement adaptées pour
comparer des spectres entre eux, à condition que les spectres s et t comparés
soient de la même taille L.

Une mesure de similarité f(s, t) est appelée « mesure de distance » lors-
qu’elle respecte 3 propriétés : la réflexivité (f(s, s) = 0), la non-négativité
(f(s, t) ≥ 0) et la symétrie (f(s, t) = f(t, s)).

Les mesures de (dis)similarité ou de distance comparent chaque valeur du
vecteur s à la valeur correspondante du vecteur t. Chaque valeur n’est alors
considérée qu’une fois et individuellement afin d’évaluer sa différence avec la
valeur correspondante de l’autre spectre.
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Spectral Angle Mapper (SAM)

Le Spectral Angle Mapper (SAM) (Yuhas et al. [1992]) est l’une des mesures
de similarité les plus utilisées pour comparer deux spectres (Deborah et al.
[2015]). Cette méthode consiste à considérer les spectres s et t, tous deux de
taille L, comme des points dans un espace à L dimensions et à calculer l’angle
entre ces deux points. Le SAM est exprimé à partir de l’expression suivante :

SAM(s, t) = cos−1

 ∑L
λ sλtλ√∑L

λ s
2
λ

√∑L
λ t

2
λ

 . (2.1)

Distance Euclidienne (ED)

La Distance Euclidienne considère également les vecteurs comme des points
dans un espace à L dimensions, mais calcule la distance entre ces points. Elle
est exprimée par :

ED(s, t) =

√√√√ L∑
λ

(sλ − tλ)2. (2.2)

Divergence Kullback-Leibler (KL)

L’expression de la divergence Kullback-Leibler (KL) (Kullback et Leibler
[1951]) entre deux densités de probabilité p(.) et q(.) est donnée par :

KL(p, q) =

∫ +∞

−∞
p(x)log

(
p(x)

q(x)

)
dx. (2.3)

Dans notre cas, nous considérerons des probabilités discrètes telles que la dis-
tribution d’un spectre ou la distribution de l’histogramme d’un spectre. On
peut alors calculer la KL discrète entre les densités de probabilité discrètes P
et Q telle que :

KL(P,Q) =
∑
i

P (i)log

(
P (i)

Q(i)

)
. (2.4)

Nous notons que la divergence Kullback-Leibler n’est pas une mesure de
distance car elle ne respecte pas la symétrie (KL(P,Q) ̸= KL(Q,P )). Afin
de respecter la symétrie, il est possible de considérer la somme KL(P,Q) +
KL(Q,P ) comme mesure de distance.

Tanimoto Coefficient (TC)

Le Coefficient de Tanimoto (TC) (Tanimoto [1957]) est une autre manière
d’évaluer la dissimilarité entre deux spectres. Il est défini par :

TC(s, t) =

∑L
λ sλtλ∑L

λ s
2
λ +

∑L
λ t

2
λ −

∑L
λ sλtλ

. (2.5)
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2. Études spectrales

Le TC n’est pas une mesure de distance car il ne respecte pas la réflexivité
(TC(x, x) ̸= 0, car TC(x, x) = 1).

2.5.2 Analyse des spectres de plastique

Pour corroborer les résultats de notre analyse visuelle, nous proposons de
calculer les valeurs de SAM entre des échantillons de plastique (nylon, vinyl)
et un échantillon de goudron sur les domaines spectraux 350-2500nm et 1200-
2300nm. Ces valeurs sont affichées en Figure 2.8. Selon l’analyse conduite en
Section 2.4, le domaine 350-1200nm contient des informations indépendantes
du type de matériau. Les échantillons d’un même type de matériau devraient
alors avoir des valeurs de SAM beaucoup plus faibles sur le domaine 1200-
2300nm (voir Fig. 2.8b) que sur le domaine 350-2500nm (voir Fig. 2.8a).

Comme attendu, à part quelques exceptions, les valeurs de SAM sont plus
faibles sur le domaine 1200-2300nm (Fig. 2.8b). En revanche, les échantillons
dont la valeur de SAM a été le plus réduite ne sont pas ceux appartenant à
une même classe. Par exemple, alors que le spectre de l’échantillon de goudron
est supposément très différent des autres échantillons, ses valeurs de SAM sont
du même ordre de grandeur. De plus, l’un des échantillons de vinyle présente
des valeurs de SAM importantes dans les deux domaines spectraux étudiés.
Il s’agit du spectre ayant un pic important dans le rouge, présenté en Figure
2.7b. Ce spectre présente des variations importantes, particulièrement dans
l’infrarouge, ce qui peut expliquer ces valeurs extrêmes de SAM.

Cette analyse signifie que, pour les matériaux étudiés, la sélection du do-
maine spectral 1200-2300nm permet de réduire la distance évaluée entre les
spectres. Cependant, cette réduction se fait de manière indiscriminée et ne
permet pas de rapprocher entre eux les échantillons appartenant pourtant à
une même classe.

2.5.3 Variabilité spectrale

La variabilité spectrale désigne le fait que plusieurs spectres, produits par
une même méthode d’acquisition, dans les mêmes conditions et sur un même
type de matériau, ne sont pas nécessairement identiques. Ces différences peuvent
venir de plusieurs facteurs et produire des effets différents sur les spectres. Par
exemple, Schneider et al. [2009] analysent l’impact de la luminosité et de l’hu-
midité sur des échantillons de roche et observent que la luminosité impacte la
magnitude du spectre et peu la forme de celui-ci, tandis que l’humidité affecte
fortement la forme du spectre mais peu sa magnitude.

Nous présentons en Figure 2.9 les valeurs de SAM (Spectral Angle Mapper)
d’échantillons de quartz de différentes tailles jusqu’à 180µm, humides ou secs.
Dans un premier temps, nous pouvons constater que la taille des échantillons
a un impact très important sur la valeur du SAM, et les spectres les plus
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(b) Valeurs de SAM sur le domaine spectral 1200-2300nm.

Figure 2.8 – Valeurs de SAM entre des spectres de nylon, de vinyl et de
goudron sur deux domaines spectraux. Les valeurs de SAM s’étendent de 0
(jaune, échantillons similaires) à 0.8 (bleu, échantillons différents).

différents sont ceux acquis sur des échantillons de taille différente. L’humidité
des échantillons a également un impact sur la valeur du SAM, mais celui-ci est
beaucoup plus faible que l’impact de la taille des échantillons.

La variabilité spectrale, analysée ici sous les aspects de l’humidité et surtout
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Figure 2.9 – Valeurs de SAM entre les spectres d’amas de quartz de différentes
tailles. Les valeurs de SAM s’étendent de 0 (jaune, échantillons similaires) à
0.253 (bleu, échantillons différents).

de la taille des échantillons, peut donc impacter de manière importante des
échantillons qui sont pourtant constitués du même type de matériau. Lors
du traitement de spectres, il est alors nécessaire de prendre en compte cette
variabilité, par exemple à travers l’acquisition de plusieurs échantillons d’un
même type de matériau.

2.5.4 Mélanges

En plus de la variabilité spectrale, qui affecte les spectres des matériaux
purs, les spectres de mélanges de matériaux peuvent être affectés de deux
manières différentes : on parle alors de mélanges linéaires et non-linéaires.

Un mélange linéaire se produit typiquement lorsque les échantillons de ma-
tériaux différents sont séparés, mais spatialement proches. La lumière perçue
par le capteur sur la délimitation entre ces deux échantillons contient alors une
partie de la lumière réfléchie par chacun des matériaux. On parle de mélange
linéaire car le spectre composite acquis correspond à l’addition des spectres
des différents échantillons purs.

Un mélange non-linéaire se produit lorsque l’échantillon lui-même est un
composite de plusieurs matériaux. Le spectre produit a alors des caractéris-
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tiques différentes de celles des spectres des matériaux purs qui le composent.
Nous présentons en Figure 2.10 des spectres de mélanges de diaspore et de
quartz. Vers 4000nm, le mélange constitué de 25% de diaspore et 75% de
quartz a un spectre beaucoup plus proche de celui du diaspore que de celui du
quartz, malgré sa faible composition en diaspore. Sur le pic d’AREF autour
de 6800nm, la mélange 25/75 présente une réflectance absolue plus élevée que
chacun de ses composants, montrant l’apparition de caractéristiques nouvelles
dans ce mélange.

Figure 2.10 – Spectres de mélanges de diaspore et de quartz, de 300 à
13000nm.

Il existe un deuxième type de mélange non-linéaire, qui ne se produit pas en
mélangeant physiquement des matériaux, mais lorsque la lumière reçue par un
échantillon est celle qui a été réfléchie ou transmise par un premier objet, car
celui-ci absorbe une partie de la lumière qu’il reçoit. Ce type de mélange est en
réalité très fréquent lors d’acquisitions avec éclairage solaire, avec l’atmosphère
absorbant une partie de la lumière qui la traverse.

Afin de retrouver les matériaux purs dont sont issus certains mélanges, il
est possible d’appliquer un « démélange spectral » (Bioucas-Dias et al. [2012];
Farah et al. [2010]; Zare et Ho [2014]). Le démélange est utile dans de nom-
breux domaines, mais particulièrement dans les cas où la résolution au sol est
élevée (par ex. pour l’imagerie satellitaire, avec des pixels > 10cm) ou dans
les scènes avec un relief important et donc des réflexions importantes entre les
différents échantillons. Le démélange est une tâche complexe, sur laquelle de
nombreux travaux sont menés y compris à ce jour (Janiczek et al. [2020]; Bor-
soi et al. [2021]; Zhao et al. [2019]). Par la suite, nous prendrons en compte les
problématiques de mélange linéaire et non-linéaire lorsqu’elles sont applicables,
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sans utiliser de méthode de démélange sauf indication contraire.

2.6 Extraction des pics

Une autre méthode d’analyse spectrale est celle de l’extraction des pics.
Contrairement aux mesures de similarité, cette méthode ne permet pas d’éva-
luer une différence entre deux spectres, mais d’évaluer et de localiser les varia-
tions présentes dans un spectre. De plus, les pics extraits sont des caractéris-
tiques qui pourraient permettre d’établir des caractéristiques communes aux
échantillons d’une même classe d’objet et qui diffèrent avec les caractéristiques
d’autres classes d’objets.

Un pic correspond à un point du spectre dont l’intensité est supérieure à
celle de son voisinage. Un pic est caractérisé par 3 informations :

— sa localisation, ou la longueur d’onde la plus élevée de la région ;

— sa hauteur, ou différence d’intensité avec la longueur d’onde la plus faible
de la même région ;

— sa largeur à mi-hauteur, ou plage de longueurs d’ondes impactées par ce
pic.

En plus des pics, nous considérons également les creux, c’est-à-dire les
points du spectre dont l’intensité est inférieure à celle de leur voisinage, avec
leur hauteur et leur largeur à mi-hauteur.

Nous présentons en Figure 2.11 l’extraction des pics et des creux sur deux
spectres de tissu nylon. Sur ces deux spectres représentant un même type de
matériau, les pics les plus proéminents sont distincts, tant en localisation qu’en
hauteur et en largeur à mi-hauteur, car l’AREF du spectre 2.11a est plus élevée
autour de 1000nm.

(a) (b)

Figure 2.11 – Extraction des pics (jaune) et des creux (vert) ainsi que de leur
hauteur et largeur à mi-hauteur, sur le spectre de deux objets en tissu nylon.
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De plus, les pics et creux qui apparaissent similaires présentent des légères
variations entre les spectres, en raison de l’aspect local de l’information extraite
par cette méthode. Ces variations compliquent l’extraction de caractéristiques
communes à des classes : plus le nombre de spectres représentant cette classe est
élevé, plus le nombre de corrélations entre les échantillons d’une même classe
est faible. Une autre limitation de cette méthode est, à nouveau en raison de
l’aspect local de la méthode, que les paramètres utilisés pour l’extraction des
pics a un impact très important sur leur nombre, ce qui nécessite un affinage
de ces paramètres pour chaque classe ou pour chaque spectre étudié.

2.7 Conclusion
Dans ce chapitre, nous avons présenté des bases de données spectrales de

matériaux. À partir de ces bases de données, nous avons présenté certains en-
jeux du traitement des spectres, tels que la variabilité spectrale et les mélanges
linéaires et non-linéaires. Nous avons utilisé plusieurs méthodes pour extraire
des informations depuis ces spectres. Cependant, les bases de données ana-
lysées sont limitées en termes d’applications et de variations des conditions
d’acquisition. Les résultats obtenus dans ce chapitre permettent notamment
de définir le domaine spectral d’intérêt pour l’acquisition de données hyper-
spectrales adaptées à notre besoin, 1200-2300nm.
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Chapitre 3

Acquisition d’images
hyperspectrales

Sommaire
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3.1 Introduction

Dans le chapitre précédent, nous avons constaté l’intérêt de la dimension
spectrale par l’analyse de plusieurs bases de données existantes. Cependant, les
bases de données spectrales mais également hyperspectrales sont soumises à de
nombreuses limitations, telles que le faible nombre de données extraites dans
des conditions d’illumination et d’acquisition spécifiques. De plus, les bases de
données hyperspectrales publiques sont sur-exploitées dans l’état de l’art, et
les résultats sur ces données sont saturés (Ghamisi et al. [2017]). La définition
de nos propres bases de données est alors cruciale.
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3.2. Caractéristiques des caméras hyperspectrales

Dans ce chapitre, nous présentons une liste des caractéristiques principales
des caméras hyperspectrales, ainsi que deux caméras sélectionnées pour l’acqui-
sition d’images hyperspectrales. Nous présentons ensuite la création de deux
bases de données hyperspectrales, une de véhicules et une de matériaux ur-
bains.

3.2 Caractéristiques des caméras hyperspectrales
Le terme de « caméra hyperspectrale » désigne une très grande diversité de

caméras, fabriquées pour correspondre à différents besoins. Des travaux anté-
rieurs ont présenté des listes de capteurs pour des acquisitions satellitaires (Aa-
sen et al. [2018]), pour des acquisitions terrestres (Hagen et Kudenov [2013])
ou pour des applications médicales (Vemuri et al. [2019]). Dans cette section,
nous présentons les caractéristiques nécessaires au choix d’une caméra hyper-
spectrale adaptée.

Le premier critère, et généralement le plus important lors de la sélection
d’une caméra hyperspectrale, est le type de caméra. Les principaux types de
caméra sont les suivants :

— « Instantanée » (ou snapshot) : La caméra acquiert simultanément toutes
les données d’une image hyperspectrale 3D, de taille X × Y × L. Cette
acquisition de données 3D avec un capteur 2D implique des limitations
dans chacune des trois dimensions de l’image hyperspectrale.

— « À balayage » (ou pushbroom ou spatial scanning) : La caméra acquiert
simultanément une dimension spatiale et la dimension spectrale, produi-
sant des lignes de signatures spectrales soit des données de taille X ×L.
L’optique de la caméra balaie la scène perpendiculairement à l’axe X, ce
qui permet de reconstituer un axe Y en concaténant les lignes spectrales
obtenues. La dimension temporelle est donc transformée en deuxième
dimension spatiale.

— « À balayage spectral » (ou staring ou spectral scanning) : La caméra
acquiert simultanément les deux dimensions spatiales X et Y pour une
longueur d’onde λ donnée. La caméra change progressivement de λ jus-
qu’à avoir reconstruit une image de taille X × Y × L. La dimension
temporelle est donc transformée en dimension spectrale.

Afin de définir les dimensions spatiales, deux critères sont utilisés :
— La résolution spatiale, X ou X × Y selon le type de caméra, décrit la

qualité spatiale des données.
— L’angle du champ de vision, dépendant de la lentille de la caméra, permet

de connaître les objets de la scène qui sont perçus par la caméra pour
une distance donnée. Il permet également de calculer quelle taille repré-
sentent ces objets dans l’image. Le champ de vision est particulièrement
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important à prendre en compte dans le cas où la caméra est embarquée
sur un drone, donc à longue distance des objets observés.

Les critères d’intérêt liés à l’aspect spectral sont la portée spectrale, le
nombre de bandes, l’échantillonnage spectral et la résolution spectrale :

— Le nombre de bandes L décrit la qualité spectrale des données.
— Le domaine spectral acquis par la caméra, représenté par deux longueurs

d’onde minimale et maximale exprimées en nanomètres (nm).
— L’échantillonnage spectral : Il s’agit de l’écart de longueur d’onde entre

deux bandes consécutives, exprimé en nm. Cet échantillonnage est sou-
vent considéré unique et constant pour une même caméra, mais peut
changer entre plusieurs domaines spectraux.

— La résolution spectrale (ou « largeur à mi-hauteur » ou Full-Width at
Half Maximum) de chaque bande : Elle indique la superposition entre
les bandes consécutives ainsi que la précision de chaque bande. Tout
comme l’échantillonnage, la résolution est considérée constante mais peut
changer entre plusieurs domaines spectraux pour une même caméra.

Enfin, les autres critères que nous avons considérés sont :
— La fréquence maximale d’images (ou max frame rate) : Définit le nombre

d’images qu’il est possible d’acquérir par seconde. Dans le cas d’une ca-
méra snapshot, la connaissance de cette fréquence est nécessaire pour
des applications telles que le suivi de cible. Pour des caméras pushbroom
ou staring, il s’agit du nombre de lignes par seconde, et la vitesse de
construction d’un cube hyperspectral dépend directement de cette fré-
quence d’acquisition.

— Le temps d’intégration ou d’exposition : Complémentaire à la fréquence
d’image, il s’agit du temps nécessaire à l’acquisition d’une image ou d’une
ligne.

— Signal to Noise Ratio (SNR) : Un indicateur de la qualité du signal dans
les images.

— La taille d’encodage : Espace mémoire consommé par le stockage d’une
image.

— La taille de la caméra : Nécessaire pour déterminer sa portabilité, no-
tamment sur drone.

— Le poids de la caméra : Nécessaire pour déterminer sa portabilité, no-
tamment sur drone.

— La consommation énergétique de la caméra : Nécessaire pour déterminer
son temps d’utilisation, notamment sur drone.

— La résolution spatiale au sol (à 1000m d’altitude) : Calculé à partir du
champ de vision et de la résolution spatiale, ce critère permet de prédire
la taille des objets dans l’image.
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— Le pas temporel au sol (à 120km/h) : Calculé à partir de la fréquence
maximale d’images. Ce critère permet de connaître la distance au sol
entre deux acquisitions. Dans le cas des caméras pushbroom, ce critère
permet de calculer la résolution spatiale au sol dans l’axe temporel.

3.3 Caméras sélectionnées

Les caractéristiques mentionnées en Section 3.2 nous ont permis de sélec-
tionner deux caméras, répondant à des besoins opérationnels différents, à partir
desquelles conduire nos acquisitions.

3.3.1 Cubert FireflEYE S185

Besoin

Dans l’objectif d’acquérir des images d’objets dynamiques devant un arrière-
plan statique, tels que des véhicules en mouvement, il est nécessaire d’avoir une
caméra snapshot. Toutefois, cet avantage opérationnel a un coût technologique :
une résolution spatiale plus faible et des domaines spectraux limités au visible
et au proche infrarouge.

Caméra

Pour cela, nous avons choisi la caméra hyperspectrale snapshot Cubert
FireflEYE S185. Cette caméra acquiert des images de 50x50 pixels dans 138
bandes spectrales de 450 à 998 nanomètres (nm) à raison de 3 images par
seconde. Elle a également l’avantage de permettre une étape de pansharpening.

Pansharpening

En plus de l’image hyperspectrale de taille 50x50x138, la caméra acquiert
des images de taille 1000x1000x1 des mêmes scènes.

Le pansharpening consiste à fusionner une image panchromatique (1 bande)
à haute résolution spatiale avec une image hyperspectrale à faible résolution
spatiale pour obtenir une image hyperspectrale à haute résolution spatiale.

Cependant, cette transformation augmente quadratiquement la taille des
données. Le pansharpening duplique également de nombreuses informations
dans l’image, ce qui peut y introduire des distorsions. Afin de bénéficier de
l’image panchromatique tout en limitant les effets de cette transformation,
nous avons augmenté la résolution des images en 200x200x138.
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Matériel complémentaire

Pour des acquisitions depuis le sol, la caméra est fournie avec un trépied
permettant de la stabiliser, la déplacer et la tourner. Elle est contrôlée par un
ordinateur portable auquel elle est connectée. Les données sont enregistrées
sur un disque dur externe. Cette caméra est alimentée en électricité par deux
batteries externes permettant des sessions d’acquisition de plusieurs heures.
Une plaque de référence de blanc est également fournie et permet de calibrer
les images (voir Section 4.2).

3.3.2 Headwall SWIR-384

Besoin

Opérationnellement, un cas d’emploi type est d’acquérir des images du
sol depuis un drone. Pour cela, la caméra doit répondre à des contraintes
de poids, taille et consommation d’énergie, mais aussi à des contraintes de
résolution spatiale au sol. Les caméras à balayage sont idéales dans le cadre
d’acquisitions aériennes à haute altitude, où le capteur balaie la scène grâce
à son capteur. Ce type de caméras offre une meilleure résolution spatiale,
permettant d’obtenir une résolution au sol plus fine, et spectrale tout en ayant
une fréquence d’acquisition d’images plus rapide.

Caméra

Nous avons sélectionné la caméra à balayage Headwall SWIR-384. Sa ré-
solution spatiale de 384 pixels et son champ de vision offrent une résolution
spatiale au sol de moins de 30cm pour une altitude de 1000m. Sa fréquence
d’acquisition, atteignant 450 lignes par seconde, permet l’obtention d’une ré-
solution spatiale au sol inférieure à 10cm pour une vitesse de 120km/h.

La caméra est capable de reconstituer la deuxième dimension spatiale au-
tomatiquement en balayant la scène, en étant montée sur un drone pour un
point de vue aérien ou sur un moteur rotatif pour un point de vue terrestre.

Les images sont acquises dans 169 bandes spectrales dans le domaine spec-
tral de 900 à 2500nm, avec un échantillonnage spectral d’environ 9.55nm et
une résolution spectrale de 10nm. De plus, la caméra a des caractéristiques
de poids (2000g) et de taille (<20x10x20cm) en-dessous de la limite transpor-
table, en plus d’avoir une consommation d’énergie (15W) dans la moyenne par
rapport à ce type de caméras.

L’ensemble de ces caractéristiques fait de la Headwall SWIR-384 caméra la
plus adaptée sur le marché à notre besoin actuel.
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Matériel complémentaire

Pour des acquisitions au sol, la caméra est fournie avec un moteur rotatif.
Ils sont tous deux connectés à une tour d’ordinateur permettant de contrôler les
paramètres de l’acquisition, la tour étant elle-même contrôlée via un ordinateur
portable. Le matériel complémentaire inclut :

— un luxmètre, afin de mesurer la quantité de lumière présente dans la
scène des acquisitions ;

— deux plaques de référence de blanc, une en plastique PTFE (Polytétra-
fluoroéthylène) et une en Spectralon, pour permettre la calibration des
matériaux (voir Section 4.2) ;

— une lampe halogène, permettant de fournir une illumination dans l’en-
semble du domaine spectral 900-2500nm, pour éclairer les scènes d’ac-
quisitions intérieures.

Un schéma de la configuration des acquisitions est présenté en Figure 3.1.

Figure 3.1 – Illustration de la configuration des acquisitions. De gauche à
droite : l’ordinateur portable, la caméra sur la tête rotative, la lampe halogène,
la tour d’ordinateur. La caméra et la lampe sont orientées vers un échantillon.

3.4 Acquisition d’images de véhicules
Notre première base de données a été construite dans le but de fournir

une grande variété d’images pour l’utilisation de réseaux de neurones. Afin
d’obtenir un nombre élevé d’images avec une grande variabilité et en condi-
tions proches des conditions opérationnelles, nous avons choisi d’acquérir des
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3. Acquisition d’images hyperspectrales

images de véhicules en mouvement avec la caméra Cubert FireflEYE S185.
Les véhicules sont des objets emblématiques de l’analyse d’image pour la sur-
veillance, et sont également constitués de plusieurs matériaux, ce qui les rend
intéressants à analyser spectralement.

Les images de véhicules ont été acquises sous différents angles de vue et à
différentes heures de la journée. Nous nous sommes placés sur un pont surplom-
bant une autoroute pour simuler une prise de vue aérienne, avec des angles de
vue plongeants allant de 0 à 70 degrés d’inclinaison. Des déplacements sur ce
pont nous ont fourni des angles azimutaux variés, permettant d’obtenir des
images de véhicules représentatives de la réalité. Des exemples de prises de
vues sont présentées en Figure 3.2.

Figure 3.2 – Exemple d’images de véhicules lors de différentes prises de vues
depuis un pont.

Afin d’avoir une variabilité des conditions d’illumination, les acquisitions
ont été réparties sur trois jours, avec une session le matin et une l’après-midi,
pour un total de six sessions d’environ 1h30. Les images hyperspectrales ont été
acquises à une fréquence de 3 par seconde. Une partie importante de ces images
ne contenant cependant pas de véhicules, environ 15000 images de véhicules
ont été obtenues au total.

3.5 Acquisition d’images de matériaux

La deuxième base de données a été construite avec plusieurs objectifs. Le
premier objectif est d’analyser les spectres de plusieurs objets et matériaux
à partir d’images hyperspectrales. Le deuxième objectif d’évaluer la qualité
de la calibration d’images hyperspectrales (voir Chapitre 4) en environnement
contrôlé. Enfin, le troisième objectif est d’étendre cette calibration à des condi-
tions non contrôlées.

Ces données ont également pour but d’être utilisées pour des tâches de
détection et de discrimination de matériaux.
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3.5.1 Enjeux

Pour atteindre les objectifs définis précédemment, nous récoltons des images
hyperspectrales de matériaux urbains et de surveillance, dans plusieurs condi-
tions d’illumination et d’observation. Nous considérons désormais le domaine
spectral NIR-SWIR, comme préconisé en conclusion du Chapitre 2. Nous sou-
haitons également pouvoir répliquer ces analyses en conditions opérationnelles
sur drone à environ 1000m d’altitude. Pour ces raisons, nous utilisons la caméra
à balayage Headwall SWIR-384 pour la suite des acquisitions de matériaux.

D’après Borsoi et al. [2021], il existe des incohérences entre les données ac-
quises en conditions de laboratoire et celles acquises en extérieur avec éclairage
solaire. Afin de prendre en compte cette problématique ainsi que celle de la va-
riabilité spectrale, les acquisitions ont été conduites dans deux environnements
distincts : l’un en environnement non-contrôlé en utilisant comme éclairage la
lumière du soleil, et l’autre en environnement contrôlé et fermé à la lumière
naturelle.

3.5.2 Échantillons

Les bâtiments constituant une part importante des images acquises depuis
une vue aérienne, les premiers types d’échantillons à analyser étaient des ma-
tériaux de construction. Nous avons ainsi préparé plusieurs blocs de ciment,
blocs de béton, des briques, du bitume et des tuiles.

D’autres matériaux d’intérêt choisis étaient ceux pouvant servir de leurres.
Pour cela, nous avons sélectionné plusieurs échantillons d’acier pour représenter
des vrais véhicules et de bois pour des leurres de véhicules.

3.5.3 Acquisitions extérieures

Les acquisitions en extérieur ont été effectuées pour prendre en compte
l’influence et les variations de l’environnement extérieur sur les échantillons
mesurés : la météo, l’illumination solaire et une importante absorption atmo-
sphérique. Deux sessions d’acquisition ont été effectuées avec des illuminations
solaires différentes : une par conditions nuageuses, une par conditions enso-
leillées. Une troisième session a été conduite en conditions nocturnes, sous
illumination de la lune, sur un sous-ensemble d’échantillons.

La caméra était éloignée des échantillons de 60cm, surélevée de 35cm par
rapport aux échantillons et inclinée à 24 degrés. Ces sessions en extérieur ont
résulté en l’acquisition d’environ 100 images hyperspectrales.

Dans l’objectif de chercher des caractéristiques spectrales permettant de
différencier un véhicule civil et un véhicule militaire à partir de leur com-
position métallique ou de leur blindage, nos acquisitions extérieures ont été
complétées par l’acquisition d’images d’un véhicule civil sous plusieurs angles.
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3.5.4 Acquisitions intérieures

Des acquisitions en environnement intérieur, avec une lampe halogène comme
seule source lumineuse, nous ont permis d’obtenir des spectres d’échantillons
non soumis aux différentes contraintes des acquisitions en extérieur (lumino-
sité variable, absorption atmosphérique...). Il est notable que dans de telles
conditions, l’utilisation de plusieurs lampes est généralement nécessaire pour
obtenir des conditions quasi-uniformes d’illumination des échantillons. Dans
notre cas, nous avons utilisé une unique lampe halogène comme source d’illu-
mination afin de contrôler l’intensité et l’angle d’incidence de la lumière. Au
cours de ces acquisitions, la récolte des images de références de blanc a été
conduite séparément des échantillons, en les positionnant à la place des échan-
tillons en début et en fin de chaque session.

Une image de la configuration des acquisitions est présentée en Figure 3.3a.
La caméra était éloignée des échantillons de 80cm, surélevée de 35cm par rap-
port aux échantillons et inclinée à 24 degrés. Ces paramètres sont les mêmes que
pour les acquisitions extérieures, à l’exception de l’éloignement de la caméra
qui est du à des limitations d’espace dans les environnements d’acquisition.
L’angle de balayage de la tête rotative a été réglé à 30 degrés avec une vitesse
de 3 degrés par seconde et une ligne toutes les 22.17ms. Ces valeurs produisent
des images de 452 à 454 pixels de largeur, l’incertitude de 2 pixels étant due à
des imprécisions du capteur.

Nous avons conduit cinq sessions intérieures, illustrées en Figure 3.3b. Les
sessions sont différenciées par l’orientation des objets, posés sur une surface
(sessions 1 à 3) ou face à la caméra (sessions 4 et 5), et par l’orientation de la
lampe (voir Figure 3.3b). L’ensemble des cinq sessions a résulté en l’acquisition
d’environ 300 images.

Cependant, la disposition de la caméra et de la lampe au cours de la session
1 résulte en des réflexions spéculaires. Ces réflexions spéculaires saturent le
capteur (Geladi et al. [2004]) ou produisent une réflectance supérieure à 100%
(Zaman et al. [2014]) et ne peuvent donc pas être exploitées spectralement. Les
images issues de cette session seront donc ignorées pour l’analyse des données
de ces acquisitions.

Acquisitions sans lumière

Des acquisitions complémentaires ont été conduites dans le même environ-
nement sans éclairage de la lampe halogène afin d’identifier de potentielles
sources de bruit. Ces nouvelles conditions incluent :

— des acquisitions d’échantillons avec un néon LED comme unique source
d’illumination ;

— des acquisitions d’échantillons sans source de lumière ;

35



3.5. Acquisition d’images de matériaux

(a)

3, 4

1

2

5

(b)

Figure 3.3 – Configuration des acquisitions en intérieur. (a) Photo de la confi-
guration de la session 1. (b) Illustration de la configuration des cinq sessions
avec la caméra à balayage. La position de la lampe pendant chacune des cinq
sessions est indiquée par son numéro.

— des acquisitions, sans source de lumière, d’un écran d’ordinateur présen-
tant des images d’échantillons acquises lors des sessions précédentes.

Par simplicité et en raison du nombre faible d’images acquises dans ces condi-
tions, nous considérons l’ensemble de ces acquisitions complémentaires comme
appartenant à une même session 6, et ferons la distinction lorsque nécessaire.

Acquisitions dans le domaine visible

En complément aux acquisitions précédentes, nous avons également conduit
des acquisitions en intérieur avec la caméra Cubert FireflEYE S185 dans le
domaine spectral 400-1000nm. Pour ces acquisitions, les sources lumineuses
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consistent de néons lumineux ainsi que du soleil éclairant à travers une fenêtre
en verre absorbant une partie du rayonnement infrarouge.

Au cours de ces acquisitions, des objets de couleur ou de matériau similaires
ont été acquis afin de comparer leurs spectres et d’extraire des caractéristiques
utiles à la caractérisation de matériaux.

3.6 Conclusion
Dans ce chapitre, les caractéristiques des caméras hyperspectrales ont été

présentées, deux caméras ont été sélectionnées et deux bases de données hyper-
spectrales ont été créées. La première base de données est constituée d’images
de véhicules acquises instantanément dans les domaines du visible et du très
proche infrarouge. La deuxième contient des images hyperspectrales d’objets
et de matériaux acquis dans plusieurs conditions d’illumination dans les do-
maines du proche infrarouge et infrarouge à ondes courtes. Ces deux bases
de données vont ensuite permettre d’effectuer une diversité d’analyses et de
traitement des données, spectrales et spatio-spectrales, issues d’objets et de
matériaux en rapport avec la surveillance.
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Chapitre 4

Calibration
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4.1 Introduction
Nous avons vu au chapitre précédent l’acquisition de deux bases de don-

nées hyperspectrales ainsi que des descriptions de ces données. Dans un premier
temps, nous définissons la calibration d’images hyperspectrales et ses enjeux.
Nous identifions une dérive temporelle des valeurs des images pré-calibration,
l’origine de cette dérive et son impact sur les images calibrées, puis nous présen-
tons plusieurs méthodes de calcul de la calibration pour réduire l’impact de la
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dérive temporelle, travaux qui ont donné lieu à une publication (Caubet et al.
[2022a]). Nous comparons l’utilisation de plusieurs références de blanc pour la
calibration et nous étudions l’utilisation de spectres intermédiaires, nommés
« références de gris ». Enfin, nous présentons les limitations de la calibration
en conditions opérationnelles de surveillance.

4.2 Définition de la calibration

Comme mentionné en Section 3.2, les caméras hyperspectrales produisent
des images de taille X × Y × L, avec X et Y les dimensions spatiales et L la
dimension spectrale. Les images ainsi produites sont des images brutes, dont
les valeurs correspondent aux impulsions électriques détectées par le capteur.

Les données brutes (voir Figs. 4.1a et 4.2a) contiennent de nombreux biais
tels que le bruit du capteur de la caméra ou la quantité de lumière dans la scène.
Ces biais impactent les données et empêchent de pouvoir comparer entre elles
des images acquises dans des conditions d’acquisition différentes (Burger et
Geladi [2005]).

Il est alors possible d’effectuer une calibration. La calibration est une mé-
thode permettant d’estimer et d’éliminer ces biais dans les données spectrales
ou hyperspectrales. Les images produites par la calibration sont des images de
« réflectance », dont les valeurs sont exprimées en pourcentage de lumière réflé-
chie par l’objet. Après calibration, il devient ainsi possible de comparer entre
eux des spectres acquis dans des conditions d’acquisition différentes. Nous pré-
sentons en Figures 4.1 et 4.2 des exemples de calibration d’image et de spectre,
respectivement. La calibration se décompose en plusieurs étapes.

(a) Image brute. (b) Image de radiance. (c) Image de réflectance.

Figure 4.1 – Exemple de calibration d’image. L’image présente une plaque
de métal peinte de multiples couleurs acquise en conditions extérieures.

La première étape de la calibration consiste à mesurer la quantité de cou-
rant d’obscurité (DC ou Dark Current). Le DC est le courant détecté par le
capteur sans aucune source d’illumination.

Les images DC sont acquises en obstruant l’ouverture de la caméra avec son
obturateur afin d’empêcher toute lumière d’atteindre le capteur. Une image du
courant d’obscurité DC a donc les mêmes dimensions qu’une image hyperspec-
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(a) Spectre brut. (b) Spectre de radiance. (c) Spectre de réflectance.

Figure 4.2 – Exemple de calibration de spectre. Le spectre représenté est
celui d’un échantillon de bois.

trale classique, et une valeur DC est obtenue pour chaque triplet de nombres
entiers (x, y, λ), avec 0 ≤ x < X, 0 ≤ y < Y et 0 ≤ λ < L.

La deuxième étape de la calibration est la conversion des images brutes
Iraw en images de radiance Irad. Cette transformation est définie pour chaque
triplet (x, y, λ) par l’équation :

Irad(x, y, λ) = Iraw(x, y, λ)−DC(x, y, λ). (4.1)

L’image de radiance (voir Figs. 4.1b et 4.2b) obtenue correspond à la quan-
tité de lumière perçue par le capteur. Cette image est toujours dépendante de
la sensibilité de la caméra, du temps d’exposition et de l’intensité lumineuse
de la scène, mais plus du bruit du capteur.

L’étape suivante est la mesure de l’illumination présente dans la scène.
Pour cela, il est nécessaire d’avoir une « référence de blanc ». Une référence
de blanc est un objet réfléchissant de manière diffuse et à près de 100% la
lumière de toutes les longueurs d’onde du domaine spectral considéré. Comme
elle représente la quantité de lumière présente dans la scène, la référence de
blanc doit être acquise dans les mêmes conditions que les objets d’intérêt.
Contrairement au DC, la référence de blanc ne couvre généralement pas toute
l’image. Nous définissons Iwrad

l’image de radiance de la référence de blanc et
Sw ⊂ (X × Y ) son sous-ensemble de pixels s = (x, y) dans lesquels se trouve
la référence de blanc. Nous extrayons un spectre représentatif de la référence
de blanc, défini tel que :

wrad(λ) =

∑Sw

s Iwrad
(s, λ)

||Sw||
. (4.2)

La dernière étape est le calcul de l’image de réflectance Iref , définie par :

Iref(x, y, λ) =
Irad(x, y, λ)

wrad(λ)
. (4.3)

Les valeurs de l’image de réflectance (voir Figures 4.1c et 4.2c) sont exprimées
en pourcentage et correspondent à la proportion de la lumière qui est réfléchie.
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L’image de réflectance est plus robuste aux conditions d’illumination et à la
sensibilité de la caméra. Elle rend possible la comparaison de spectres acquis
dans des conditions différentes.

4.3 Dérive temporelle des valeurs brutes
Une analyse des images pré-calibration permet d’apporter des informations

sur des défauts potentiellement présents dans les données brutes, à corriger
avant de conduire la calibration. Nous présentons en Figure 4.3 la bande 55
(1424nm) des images DC acquises lors de la session 5. Sur ces images, nous
pouvons observer que les valeurs augmentent au cours du temps, ce qui signifie
qu’il n’est pas possible d’utiliser la même image DC pour la calibration de
toutes les images d’échantillons.

(a) t0. (b) t0 + 17min. (c) t0 + 37min.

(d) t0 + 52min. (e) t0 + 66min. (f) t0 + 75min.

Figure 4.3 – Bande 55 (1424nm) de 6 images DC acquises à des temps diffé-
rents lors de la session 5. La colormap utilisée est viridis : les pixels d’intensité
faible sont présentés en violet/bleu, ceux d’intensité élevée en jaune.

Dans les histogrammes des images DC, présentés en Figure 4.4, les valeurs
de l’image acquise en temps T0 sont réparties de manière quasi-gaussienne.
Cependant, nous pouvons constater que cette répartition s’étale au cours du
temps et ne correspond plus à une unique répartition. Par simplicité de présen-
tation, seule la bande 55 est présentée ici, mais ces constatations sont également
observables sur les autres bandes spectrales des images DC.
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(a) t0. (b) t0 + 17min. (c) t0 + 37min.

(d) t0 + 52min. (e) t0 + 66min. (f) t0 + 75min.

Figure 4.4 – Distribution des valeurs de la bande 55 (1424nm) de 6 images
DC acquises à des temps différents lors d’une même session.

Afin de mieux comprendre la nature de l’évolution des valeurs, nous pré-
sentons en Figure 4.5 les moyennes respectives des images présentées en Fig.
4.3. La ligne bleue représente une évolution linéaire de la moyenne au cours
du temps. Nous pouvons alors observer que son évolution est non-linéaire :
la moyenne croît d’abord rapidement puis de plus en plus lentement et se
rapproche d’un point de saturation.

Figure 4.5 – Valeurs d’intensité moyenne, en fonction du temps de l’acquisi-
tion, de la bande 55 (1424nm) des 6 images DC de la session 5 présentées en
Figure 4.3.

42 Christophe CAUBET



4. Calibration

Afin de vérifier que cette évolution n’est pas limitée à la moyenne des
images DC mais à l’ensemble de leurs valeurs, nous calculons les distances
Kullback-Leibler (KL) (voir Sec. 2.5) entre les histogrammes présentés en Fi-
gure 4.4. Pour chaque paire d’images, nous comparons l’image ultérieure (Q
dans l’équation) à l’image antérieure (P dans l’équation).

Le calcul est effectué en plusieurs étapes :
— Nous calculons les histogrammes (voir Sec. 2.3) des deux images à com-

parer.
— Ces histogrammes sont centrés en zéro à l’aide de la moyenne de ces

images.
— Les histogrammes centrés sont transformés en distributions de probabi-

lités (voir Sec. 2.3).
— Une valeur faible ϵ, ici 0.0001, est ajoutée à chaque distribution. Cette

étape permet d’éviter la présence de valeurs nulles dans Q, ces valeurs
nulles provoquant une erreur dans le calcul de la distance KL.

— Nous calculons ensuite la distance KL (voir équation 2.4) sur les densités
de probabilité résultantes.

Les valeurs obtenues sont présentées en Fig. 4.6. Nous pouvons observer
que, pour un même intervalle de temps entre les images comparées, les images
acquises à un temps plus élevé ont une valeur de KL plus faible. Cela confirme
que la différence entre les images DC diminue dans le temps et se rapproche
d’un point de saturation.

Nous notons que la valeur ϵ a un impact important sur la magnitude des
valeurs de Kullback-Leibler. Cependant, cette valeur ϵ n’a aucun impact sur
les relations observées ci-dessus : parmi trois images comparées entre elles, les
deux images ayant la distance KL la plus élevée seront toujours les mêmes,
peu importe la valeur ϵ sélectionnée.

4.4 Origine de la dérive temporelle
Afin d’étudier le comportement de la dérive sur une période de temps plus

importante, nous nous sommes intéressés à l’ensemble des acquisitions con-
duites au cours d’une même journée. Les moyennes des images DC de cette
journée sont présentées en Figure 4.7. Pour rappel des numéros de session (voir
Fig. 3.3b, p. 36), la session 1 désigne la lampe positionnée face à la caméra, 6
la lampe éteinte, 3 et 4 la lampe très proche derrière la caméra, et 2 la lampe
positionnée de côté par rapport aux échantillons. La lampe était également
éteinte au cours de la pause.

Nous pouvons constater sur cette Figure que la valeur moyenne augmente
lors de l’allumage de la caméra et de la lampe (sessions 1, 3 et 4), et diminue à
l’extinction de la lampe (session 6) ou lorsque celle-ci est éloignée de la caméra
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4.4. Origine de la dérive temporelle

Figure 4.6 – Distances de Kullback-Leibler entre la bande 55 (1424nm) des
6 images DC de la session 5 présentées en Figure 4.3. Les images sont compa-
rées par paires, indiquées par l’image antérieure (gauche) et l’image ultérieure
(droite) de chaque segment. Les segments sont coloriés en fonction de l’heure
de l’acquisition de l’image antérieure.

Figure 4.7 – Valeurs d’intensité moyenne de la bande 55 (1424nm) de 25
images DC acquises à des temps différents lors de plusieurs sessions consécu-
tives.
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(session 2). Après extinction de lampe et de la caméra pendant environ 1000
minutes puis redémarrage (session 5), leurs valeurs sont de nouveau faibles et
augmentent rapidement (voir Fig. 4.5).

Si l’obturateur filtrait incorrectement la lumière, la chute des valeurs lors-
que la caméra est éteinte devrait être instantanée et non progressive.

À la lumière de ces analyses, notre hypothèse est que ces variations pro-
gressives proviennent d’un impact de la chaleur du capteur sur son bruit. En
effet, la lampe halogène produit une quantité importante de chaleur au cours
de son utilisation, qui se diffuse dans l’ensemble de la pièce et augmente la tem-
pérature du capteur. Nous pouvons en particulier observer que l’éloignement
entre la lampe et la caméra en session 2 est corrélé avec la chute progressive
des valeurs DC au-delà de 440 minutes.

De plus, plusieurs publications antérieures font état d’un impact de la cha-
leur sur les spectres : Shaikh et al. [2021] décrivent le DC comme étant dépen-
dant de la température du capteur, et Burger et Geladi [2005] mentionnent que
la température du capteur peut impacter le signal. Dans l’analyse de tempé-
rature conduite par Noviyanto et Abdulla [2019], l’impact de la chaleur sur les
spectres apparaît non-linéaire. Enfin, les fournisseurs de la caméra ont validé
le fait que la chaleur de la caméra pouvait impacter directement le bruit du
capteur malgré son système de refroidissement, mais n’ont pas su nous donner
plus d’informations pour corriger cette dérive temporelle.

Nous pouvons cependant noter que, en conditions opérationnelles de vol
de la caméra sur un drone, cette caméra serait sujette à des variations impor-
tantes de températures. Dans ces conditions, il est alors important de pouvoir
modéliser ou corriger l’impact de la température sur le bruit du capteur.

Néanmoins, les données à notre disposition ne nous permettent pas de dé-
terminer si un changement de température lié à l’émission de la lampe halogène
est effectivement la seule source de la dérive que nous avons constatée. Dans
le futur, il serait intéressant d’analyser l’impact de la température ambiante
ou de la caméra sur le bruit du capteur. De plus, cette dérive temporelle des
valeurs brutes n’est pas limitée aux images DC et elle s’observe également
dans les images brutes des échantillons. Cela veut dire que cette dérive doit
être prise en compte lors du calcul de la radiance.

4.5 Impact sur la radiance

Les images de radiance représentent des images isolées du bruit du capteur.
Ce bruit doit donc être représenté au mieux par l’image DC utilisée pour la
calibration (voir équation 4.1). Soit en Fig. 4.8 les reconstructions d’images
couleur (voir Sec. 5.2.1) de 4 images hyperspectrales brutes d’échantillons et 3
images DC acquises lors de la même session.

Nous avons calculé les images de radiance en utilisant l’image DC2. Ces

45



4.6. Méthodes de sélection d’image DC pour le calcul de la radiance

Figure 4.8 – Reconstructions couleur de 4 échantillons acquis à différents
moments d’une même session, ainsi que 3 images DC acquises lors de la même
session.

images de radiance sont présentées en Fig. 4.9. Les images acquises avant
l’image DC2 (gauche) présentent des valeurs négatives sur l’ensemble de l’image
de la bande 0 et sur une partie de la bande 55. Dans les images acquises après
l’image DC2 (droite), il y a très peu de valeurs négatives, mais le bruit du
capteur n’a été que partiellement éliminé.

Figure 4.9 – Bandes spectrales 0 et 55 (899 et 1424nm) de radiance des
échantillons en Figure 4.8. La radiance est calculée à partir de l’image DC2.
Les pixels d’intensité négative sont affichés en violet, ceux d’intensité positive
sont affichés en gradient du vert au jaune.

4.6 Méthodes de sélection d’image DC pour le
calcul de la radiance

4.6.1 « Single »

Précédemment, nous avons calculé les images de radiance d’échantillons à
partir d’une unique image DC, méthode que nous nommons « single » dont

46 Christophe CAUBET



4. Calibration

le résultat est présenté en Figure 4.9. Cependant, lorsque plusieurs images
DC ont été acquises au cours d’une même session, il est préférable d’utiliser
plusieurs de ces images en fonction de leur temps d’acquisition.

4.6.2 « Closest »

Dans un premier temps, pour chaque image de radiance à calculer, nous
considérons l’utilisation de l’image DC acquise la plus proche dans le temps.
Nous nommons cette méthode « closest » et présentons en Figure 4.10 les
images de radiance calculées avec cette méthode. De cette manière, le bruit du
capteur est représenté de manière plus précise qu’avec la méthode « single »,
ce qui a pour effet de réduire le nombre de valeurs négatives (image de gauche)
ou le bruit du capteur (image de droite).

Figure 4.10 – Bandes spectrales 0 et 55 (899 et 1424nm) de radiance des
échantillons en Figure 4.8. La radiance est calculée avec la méthode « closest ».
Les pixels d’intensité négative sont affichés en violet, ceux d’intensité positive
sont affichés en gradient du vert au jaune.

4.6.3 « Previous »

La méthode « previous », qui consiste à utiliser l’image DC antérieure à
l’image à calibrer, ici DC1 ou DC2, est proposée afin d’éviter la présence de
valeurs négatives. Ses résultats sont présentés en Figure 4.11. Cette méthode
élimine la majorité des valeurs négatives, mais en laisse dans les zones de faible
intensité des longueurs d’onde extrêmes (par ex. l’arrière-plan la bande 0) de
certaines images. De plus, cette méthode a l’inconvénient de ne pas supprimer
le bruit du capteur dans les images.
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Figure 4.11 – Bandes spectrales 0 et 55 (899 et 1424nm) de radiance des
échantillons en Figure 4.8. La radiance est calculée avec la méthode « pre-
vious ». Les pixels d’intensité négative sont affichés en violet, ceux d’intensité
positive sont affichés en gradient du vert au jaune.

4.6.4 « Next »

La méthode « next », qui consiste à utiliser l’image DC ultérieure à l’image
à calibrer, ici DC2 ou DC3, est proposée afin d’éviter la présence de bruit. Ses
résultats sont présentés en Figure 4.12. Cette méthode élimine le bruit, mais
produit des valeurs de radiance négatives dans l’intégralité du spectre.

Figure 4.12 – Bandes spectrales 0 et 55 (899 et 1424nm) de radiance des
échantillons en Figure 4.8. La radiance est calculée avec la méthode « next ».
Les pixels d’intensité négative sont affichés en violet, ceux d’intensité positive
sont affichés en gradient du vert au jaune.
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4.6.5 « Linear session »

La méthode « linear session » est proposée comme compromis entre les
méthodes présentées précédemment, qui créent des images de radiance avec
une quantité importante de bruit du capteur ou de valeurs négatives. Cette
méthode effectue une interpolation linéaire entre les deux images DC acquises
en début et en fin de session afin de générer une image DC composite. Le
ratio de l’interpolation linéaire est sélectionné à partir de l’heure d’acquisition
de l’image à calibrer. Cela permet de générer une image composite avec des
valeurs proches de celles d’une image DC qui aurait été acquise au même
instant que l’échantillon. Ses résultats sont présentés en Figure 4.13. En raison
de la non-linéarité de la dérive, cette méthode ne parvient pas à supprimer le
bruit du capteur dans les images (voir les deux images du milieu, Fig. 4.13). Les
résultats de cette méthode sont néanmoins meilleurs que ceux des méthodes
précédentes, car la majorité des valeurs négatives a disparu, à l’exception de
l’arrière-plan des bandes spectrales extrêmes.

Figure 4.13 – Bandes spectrales 0 et 55 (899 et 1424nm) de radiance des
échantillons en Figure 4.8. La radiance est calculée avec la méthode « linear
session ». Les pixels d’intensité négative sont affichés en violet, ceux d’intensité
positive sont affichés en gradient du vert au jaune.

4.6.6 « Linear closest »

Afin d’approcher plus fidèlement des images de radiance "parfaites", qui
seraient générées avec des images DC acquises simultanément aux images
d’échantillon à calibrer, nous proposons une dernière méthode, « linear clo-
sest ». Cette méthode est similaire à la précédente dans son utilisation d’une
interpolation linéaire afin de générer une image DC composite, mais utilise
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les deux images DC antérieure et ultérieure pour l’interpolation. Cette mé-
thode permet de prendre en compte une partie de la non-linéarité de la dérive
temporelle. Les résultats sont présentés en Figure 4.14.

Figure 4.14 – Bandes spectrales 0 et 55 (899 et 1424nm) de radiance des
échantillons en Figure 4.8. La radiance est calculée avec la méthode « linear
closest ». Les pixels d’intensité négative sont affichés en violet, ceux d’intensité
positive sont affichés en gradient du vert au jaune.

Sur ces images, nous pouvons constater que des valeurs négatives subsistent.
Ces valeurs négatives sont majoritairement situées dans les longueurs d’onde
extrêmes du spectre acquis, proches de 2500nm et surtout de 900nm, pour
lesquelles la caméra présente un faible rapport signal-bruit. Spatialement, ces
valeurs se situent principalement dans l’arrière plan et dans les zones très
sombres de l’image.

4.6.7 Conclusion de la sélection de l’image DC

Nous avons présenté plusieurs méthodes d’utilisation des images DC pour
le calcul des images de radiance. Pour chacune de ces méthodes, nous avons
pu voir que la quantité de bruit du capteur retirée était soit trop importante,
faisant ainsi apparaître des valeurs de radiance négatives, soit trop faible.

La dernière méthode proposée, « linear closest », permet de réduire l’impact
de la non-linéarité de la dérive temporelle. Elle permet également d’obtenir des
images de radiance avec un bruit du capteur qui reste faible tout au long de
la session.

De plus, la présence de valeurs négatives est inévitable sans augmenter de
manière importante le niveau de bruit du capteur dans les images. Dans les
Figures 4.9 à 4.14, l’image de gauche a été acquise 29 secondes après la première
image DC, soit un intervalle de temps durant lequel le bruit du capteur aurait
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dû augmenter légèrement. Mais au contraire, les premières bandes de cette
image présentent des valeurs négatives quelle que soit la méthode utilisée. Nous
voyons deux raisons possibles. Il est d’abord possible que le bruit du capteur
ait diminué entre l’acquisition de l’image DC et celle de l’échantillon. L’autre
possibilité est que le bruit du capteur change très rapidement pour chaque
pixel, ce qui peut être en raison de la sensibilité du capteur ou de l’obturateur
ne filtrant pas suffisamment la lumière. Dans les deux cas, les fluctuations
importantes du bruit du capteur sur une durée courte (inférieure à une minute)
impliquent qu’il est très difficile d’effectuer une calibration supprimant tout le
bruit sans générer de valeurs négatives. Une bonne méthode de calcul de la
radiance implique alors soit un modèle très précis de la dérive temporelle du
bruit du capteur, soit une estimation de ce bruit directement dans les images
à calibrer.

4.7 Comparaison des références de blanc

La calibration nécessite la présence d’une référence de blanc. Comme men-
tionné en Section 3.3.2, nous avons utilisé deux objets comme références de
blanc. Ces objets sont une plaque de référence de blanc en plastique PTFE
(Polytétrafluoroéthylène) et une plaque en Spectralon, fixée à une plaque en
bois par le fournisseur. Afin de décider de la référence à utiliser, nous avons
conduit une analyse spectrale sur chacun des deux objets. Nous présentons en
Figure 4.15 les spectres acquis en début et en fin d’une même session.

Nous pouvons constater que l’échantillon de Spectralon réfléchit davantage
de lumière que l’échantillon de PTFE, en début comme en fin de session. Par
simplicité, les spectres d’une seule session sont présentés ici. Dans toutes les
sessions, pour des échantillons de Spectralon et de PTFE acquis au même
moment (c’est-à-dire avec une faible dérive temporelle), l’échantillon de Spec-
tralon réfléchit une quantité de lumière plus importante que le PTFE.

Contrairement à l’échantillon de PTFE, l’échantillon de Spectralon acquis
en fin de session (courbe rouge) a une luminosité plus faible que celui du début
de session (courbe orange). Cela peut être dû à des modifications de la scène
ou une orientation différente du même échantillon.

De plus, sur certaines images, l’échantillon de Spectralon apparaît opaque
tandis que l’échantillon de PTFE apparaît translucide, ce qui est inadéquat
pour une référence de blanc. Cela s’explique par le fait que, malgré l’épaisseur
similaire des deux échantillons – environ 6mm –, l’échantillon de Spectralon
est beaucoup plus dense que celui de PTFE (Helmlinger et Arrecchi [2012]).

Nous décidons donc d’utiliser l’échantillon de Spectralon comme référence
de blanc pour le calcul de la réflectance.
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Figure 4.15 – Spectres bruts des cibles de références de blanc en PTFE
(Polytétrafluoroéthylène) et en Spectralon en début (bleu, orange) et fin (vert,
rouge) d’une même session.

4.8 Calibration par référence de gris

L’acquisition d’une image de référence de blanc dans les mêmes conditions
que chaque échantillon n’est pas toujours possible. Nous souhaitons donc éva-
luer la possibilité d’utiliser un échantillon intermédiaire, que nous nommerons
« référence de gris ». Pour cela, cette référence de gris doit être présente à
la fois dans l’image à calibrer, exprimée en radiance, et dans une image déjà
calibrée, exprimée en réflectance. Des spectres de gris grad et gref sont extraits
respectivement de ces deux images à partir de l’équation 4.2. La nouvelle image
de « gris-réflectance », Igref , est alors calculée à partir de l’équation :

Igref(x, y, λ) = Irad(x, y, λ) ∗
gref(λ)

grad(λ)
. (4.4)

Nous considérons ici uniquement des images de radiance calibrées à partir de
la méthode « Linear closest » décrite en Section 4.6.

Nous présentons en Figure 4.16 les régions d’intérêt d’un échantillon de
ciment (vert) et d’une référence de gris (bleu) acquis au cours des deux sessions
en extérieur. La référence de gris est la plaque de PTFE posée sur une table en
bois peinte en blanc. La plaque de PTFE a été sélectionnée comme référence
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de gris en raison de sa réflectance importante et très proche du Spectralon,
ce qui permet de tester l’utilisation d’une référence de gris quasi-idéale. Des
spectres sont extraits pour chaque région d’intérêt sélectionnée, puis moyennés
afin de ne garder qu’un spectre pour chaque échantillon.

(a) (b)

Figure 4.16 – Échantillon de ciment en extérieur au cours des sessions avec
(a) nuages et (b) soleil. La zone bleue correspond à la région d’intérêt de la
référence de gris.

Les spectres de réflectance sont présentés en Figure 4.17. Les spectres de
« gris-réflectance » générés avec la session nuageuse comme référence (pour
gref) sont présentés en Figure 4.18. Le spectre de « gris-réflectance » obtenu,
celui de la session ensoleillée, est proche de son spectre de réflectance. De plus,
la magnitude du spectre a diminué et s’est approchée de celle du spectre de la
session nuageuse.

Nous présentons également en Figure 4.19 les régions d’intérêt d’un échan-
tillon de ciment (vert) et d’une référence de gris (bleu) acquis au cours de trois
sessions en intérieur. La référence de gris est la table en bois sur laquelle sont
posés les échantillons. Les spectres de réflectance de ces échantillons sont pré-
sentés en Figure 4.20 et ceux de « gris-réflectance », avec la session 5 comme
référence, en Figure 4.21. Le spectre de « gris-réflectance » de la session 4 a
des variations proches de celles du spectre de réflectance. En revanche, contrai-
rement aux échantillons en extérieur, sa magnitude est très différente de celle
attendue.

Le spectre de « gris-réflectance » de la session 3 présente une quantité im-
portante de variations locales qui ne sont pas présentes dans le spectre de
réflectance. Sur les images de la Figure 4.19, nous pouvons voir que la réfé-
rence de gris (région en bleu) ne contient pas exactement la même information.
Sur les images 4.19b et 4.19c, la table reflète l’objet contre lequel est positionné
l’échantillon. De plus, la lumière n’est pas distribuée de la même manière sur
l’échantillon, qui est à plat sur l’image 4.19a et face à la caméra sur les deux
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Figure 4.17 – Spectres de réflectance d’un échantillon de ciment au cours des
deux sessions en extérieur.

Figure 4.18 – Spectres de « gris-réflectance » d’un échantillon de ciment au
cours des deux sessions en extérieur. La session de référence (pré-calibrée) est
la session avec nuages.
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(a) (b) (c)

Figure 4.19 – Échantillon de ciment au cours des sessions (a) 3, (b) 4 et (c)
5 en intérieur. La zone bleue correspond à la région d’intérêt de la référence
de gris.

Figure 4.20 – Spectres de réflectance d’un échantillon de ciment au cours des
sessions 3, 4 et 5.

autres images. Ces deux raisons peuvent influencer de manière importante le
spectre de l’échantillon ou de la référence de gris et donc la calibration.

Pour conclure, comme nous pouvons le constater sur la Figure 4.18, l’utili-
sation d’une « référence de gris » peut permettre de calibrer des images pour
lesquelles aucune référence de blanc n’est disponible. Pour cela, un objet ou
matériau sélectionné comme référence de gris doit rester identique entre plu-
sieurs sessions, car des variations faibles ou des reflets peuvent avoir un impact
significatif sur le spectre résultant (voir Fig. 4.19a et session 3 Figs. 4.20 et
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Figure 4.21 – Spectres de « gris-réflectance » d’un échantillon de ciment au
cours des sessions 3, 4 et 5. La session de référence (pré-calibrée) est la session
5.

4.21). De plus, même dans des conditions idéales, la magnitude du spectre de
« gris-réflectance » peut différer significativement de celle de la réflectance (voir
session 4 Figs. 4.20 et 4.21). Cette méthode d’utilisation de cibles comme réfé-
rences de gris peut alors s’avérer pertinente en conditions opérationnelles, mais
seulement lorsqu’une cible ou un type de matériau est identique entre plusieurs
acquisitions. Enfin, il est pertinent de préciser que l’utilisation d’étapes inter-
médiaires pour calculer la réflectance ajoutent des incertitudes dans le spectre
produit, et particulièrement lorsque la référence de gris a une magnitude faible
et donc un ratio signal-bruit faible.

4.9 Limitations de la calibration

En conditions opérationnelles, la conduite de la calibration est limitée par
plusieurs facteurs.

L’équation 4.3 suppose que la scène est illuminée de manière uniforme car
la valeur wrad est la même pour tous les pixels (x, y). En réalité, l’illumination
est rarement uniforme, en raison de la topologie de la scène ou d’obstructions
entre la source d’illumination et une partie de la scène qui génèrent des ombres
(par exemple les nuages). Il est alors possible d’utiliser, à l’instar de l’équation
4.1, une image entièrement couverte par la référence de blanc afin de calibrer
chaque pixel individuellement, mais l’acquisition d’une telle image est rarement
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possible en conditions réelles.
De plus, la dérive temporelle (voir Sec. 4.3) montre que des facteurs exté-

rieurs peuvent perturber la calibration de manière importante. La température
ambiante varie systématiquement pendant des vols, ce qui impacte directement
le bruit du capteur, et nécessite la mise en place de nouvelles méthodes de cor-
rection, telles que celles proposées en Section 4.6.

De manière similaire à la dérive temporelle, Miura et Huete [2009] men-
tionnent les variations d’illumination rapides qui peuvent se produire en ex-
térieur et soulignent l’importance d’une nouvelle acquisition fréquente de la
référence de blanc (< 30min). En revanche, l’utilisation de références de gris
(voir Sec. 4.8) pourrait permettre de réduire cette contrainte, à condition que
l’objet utilisé comme référence reste inchangé pendant l’ensemble des acquisi-
tions.

4.10 Conclusion
Dans ce chapitre, nous avons présenté la calibration d’images hyperspec-

trales, en transformant les images brutes en images de radiance puis de réflec-
tance. Nous avons identifié une dérive temporelle des images brutes causée par
la température ambiante. L’impact de la dérive temporelle sur les images de
radiance a été constaté et nous avons proposé plusieurs méthodes de sélection
du courant d’obscurité (DC ) pour atteindre un compromis entre le niveau de
bruit du capteur et la quantité de valeurs négatives dans les images de radiance.

Nous avons également analysé l’utilisation de plusieurs références de blanc
pour la calibration. Nous avons exploré l’utilisation de « références de gris »
pour faciliter la calibration en conditions opérationnelles. Cependant, la pro-
cédure de calibration proposée n’est pas adaptée à des acquisitions en condi-
tions opérationnelles, tel que le vol d’un drone pendant plusieurs heures, et
les méthodes d’amélioration proposées ne permettent actuellement pas de s’en
affranchir complètement en conditions opérationnelles.
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Analyse d’images hyperspectrales
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5.1 Introduction
Nous avons vu au chapitre précédent le principe de la calibration et ses

limitations sur nos données et pour la calibration en conditions opérationnelles
de surveillance. Dans un premier temps, nous présentons les pré-traitements
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5. Analyse d’images hyperspectrales

conduits sur les données acquises au Chapitre 4. De manière complémentaire
à celles du Chapitre 2, des analyses spectrales et par mesures de similarité
sont conduites sur les images hyperspectrales acquises et sont présentées afin
de confirmer l’utilité de l’hyperspectral pour la détection et la discrimination
de matériaux.

5.2 Pré-traitements

5.2.1 Reconstruction d’images couleur

Les images hyperspectrales acquises avec la caméra FireflEYE S185, dé-
crites en Section 3.4, étant acquises dans le domaine visible, il est possible de
les utiliser pour reconstruire des images couleur. Ces images reconstruites sont
plus proches de la vision humaine, ce qui améliore leur interprétabilité, mais
également du type d’images pour lesquels sont définis une majorité des outils
de traitement d’image.

La reconstruction est constituée de trois étapes :
— Les bandes hors du domaine visible (450-780nm) sont supprimées.
— Les bandes spectrales conservées sont interpolées en fonction de leur

longueur d’onde en canaux RGB (Red, Green, Blue).
— Les canaux ne sont pas équitablement représentés, tel le canal bleu qui

est sous-représenté dû à l’absence de bandes entre 380 et 450nm. Pour
cette raison, nous normalisons chaque canal séparément, au risque de
sur-représenter un canal qui serait peu présent dans une scène.

Nous présentons en Figure 5.1 un exemple d’image hyperspectrale (voir Fig.
5.1a) et de sa reconstruction couleur (voir Fig. 5.1b). Les images présentées en
Figure 3.2 sont des images couleur reconstruites par ce procédé.

5.2.2 Segmentation et boîtes englobantes de véhicules

Afin d’analyser les résultats des méthodes de détection de véhicules, il est
nécessaire d’avoir une labellisation (ou vérité terrain) de ces images sous forme
de segmentation ou de boîtes englobantes. Nous séparons les véhicules en trois
classes, celle des voitures, celle des camions et une pour les autres types de
véhicules (motos, camionnettes, camping-cars et bus) en raison de la faible
représentativité de ces autres véhicules. Cette labellisation est constituée de
trois étapes.

Dans un premier temps, nous utilisons le Mask-RCNN (Abdulla [2017]), un
réseau de neurones pré-entraîné à la détection d’objets et de véhicules, sur les
images couleur reconstruites décrites en Section 5.2.1. Le Mask-RCNN produit
un masque et un label (ou une classe) par objet détecté et pour chaque image
et nous fournit donc une première segmentation des véhicules dans les images.
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(a) (b)

Figure 5.1 – (a) Image hyperspectrale d’un véhicule et (b) reconstruction
couleur de cette image hyperspectrale.

Un exemple de segmentation par Mask-RCNN est présenté en Figure 5.2b.
Cette méthode a l’avantage d’être automatique et ne nécessite d’intervention
humaine qu’afin de vérifier les résultats. En revanche, le Mask-RCNN commet
souvent des erreurs sur la forme des polygones et parfois sur les labels (voir
Figure 5.2b).

(a) (b) (c)

Figure 5.2 – Exemple de segmentation des véhicules. (a) Image reconstruite
en couleur pour la génération des masques. (b) Masque généré par le Mask-
RCNN et (c) masque obtenu après segmentation manuelle.

Nous conduisons ensuite une segmentation manuelle afin de corriger les
erreurs du Mask-RCNN. Chaque masque est généré manuellement par-dessus
le masque du Mask-RCNN, puis superposé sur le précédent afin d’éliminer les
erreurs de segmentation. Un exemple de masque est présenté en Figure 5.2c,
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sur laquelle les pixels en noir désignent l’arrière-plan, en blanc un camion, en
gris foncé une voiture et en gris clair un autre type de véhicule.

Afin de permettre l’utilisation d’autres méthodes que celles effectuant de la
segmentation, nous convertissons les masques (après segmentation manuelle)
en boîtes englobantes. Pour cela, nous cherchons les groupes de pixels de même
classe dans les masques, puis utilisons les coordonnées de leurs extrémités
comme bords d’une boîte englobante appartenant à la même classe. Il est
toutefois important de noter que, dans le cas où des objets de même classe sont
adjacents dans une image, la segmentation de ces objets peut se confondre en
un unique groupe de pixels. Un tel exemple est présenté par les deux camions
des Figures 5.2a et 5.2c, dans quel cas notre méthode génère une unique boîte
englobante pour les deux véhicules.

Le Mask-RCNN a été appliqué sur les 15000 images de véhicules. La seg-
mentation manuelle et la génération des boîtes englobantes ont été conduites
sur près de 1000 de ces masques.

5.2.3 Segmentation d’objets

Nous conduisons ensuite la segmentation d’objets dans les images hyper-
spectrales du domaine 900-2500nm (voir Sec. 3.5). Dans ces images, l’objet
d’intérêt (ou échantillon) est un unique objet situé au milieu d’un arrière-plan
lui-même constitué de plusieurs objets ou zones différentes. Le Mask-RCNN
utilisé précédemment n’étant pas adapté pour détecter ce type d’objets (bloc
de ciment, planche de bois...), nous ne conduisons que l’étape de segmentation
manuelle sur ces données.

Dans les images d’objets, les bandes spectrales du domaine visible ne sont
pas disponibles dans les images d’objets, ne permettant ainsi pas la recons-
truction d’images couleur définie en Section 5.2.1. Avant la segmentation, nous
construisons une image en fausses couleurs dans laquelle les canaux rouge, vert,
bleu correspondent respectivement aux bandes 73, 31 et 15 (1596nm, 1195nm
et 1043nm) de l’image hyperspectrale. L’image en fausses couleurs d’un échan-
tillon de ciment est présentée en Figure 5.3a.

Les bords des objets sont ignorés afin de ne pas sélectionner des pixels
d’autres objets que l’objet d’intérêt. Un exemple de segmentation est présenté
en Figure 5.3b. Après la segmentation, il est possible d’extraire autant de
profils spectraux qu’il y a de pixels dans la région sélectionnée.

La Figure 5.3c présente 6 courbes des valeurs spectrales brutes minimale
à maximale de l’échantillon de ciment en Figure 5.3a. Nous pouvons observer
des différences d’intensité importantes entre ces courbes, jusqu’à un facteur
3 entre les valeurs minimum et maximum des longueurs d’onde proches de
1400nm. Ces différences sont principalement dues à deux facteurs, qui sont
l’illumination non-uniforme et les aspérités présentes dans les échantillons.

L’un de nos objectifs étant la discrimination de matériaux, nous souhaitons
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(a) Image en fausses couleurs d’un échantillon
de ciment, bandes 73, 31 et 15.

(b) Polygone (en rouge) et région d’intérêt
(en vert) de l’image (a).

(c) Spectres dans la région d’intérêt sélectionnée en (b) des valeurs minimum, maximum,
moyenne et déciles 1, 5 (médiane) et 9 pour chaque bande spectrale.

Figure 5.3 – Exemple d’extraction de spectre depuis l’image hyperspectrale
d’un échantillon de ciment.

pouvoir comparer entre eux les échantillons issus de différents types de maté-
riaux ou acquis dans différentes conditions. Dans un premier temps, il sera
intéressant de considérer des échantillons représentés chacun par un unique
spectre représentatif afin de réduire la quantité de données à interpréter. Nous
choisissons le spectre moyen comme spectre représentatif de chaque échantillon

62 Christophe CAUBET



5. Analyse d’images hyperspectrales

car il représente l’ensemble des variations d’intensité de l’échantillon en Figure
5.3c.

5.2.4 Correction atmosphérique

Le soleil émet de la lumière dans l’ensemble du domaine visible et dans
une partie de l’infrarouge, mais toutes ces longueurs d’onde n’atteignent pas
la surface de la Terre. Certaines de ces longueurs d’onde sont absorbées ou
réfléchies par l’atmosphère, et majoritairement par les molécules de H2O. Il
est alors possible de calculer la proportion de lumière transmise par l’atmo-
sphère pour chaque longueur d’onde, aussi appelée transmittance atmosphé-
rique. La courbe de transmittance atmosphérique est présentée en Figure 5.4.
Nous pouvons particulièrement observer une transmittance proche de 0 autour
de 1400nm et 1900nm.

Figure 5.4 – Figure extraite de Marion [2003] : « Transmittance atmosphé-
rique directe pour un trajet vertical entre le sol et l’espace (simulation MOD-
TRAN4, modèle US 1976 Standard). »

La Figure 5.5 présente deux spectres bruts d’un même échantillon de ciment
acquis en intérieur et en extérieur. Les différences d’intensité entre les deux
spectres sont dues à l’illumination des deux scènes. Des creux importants sont
visibles autour de 1100nm, 1400nm et 1900nm dans le spectre extérieur et
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correspondent à ceux de la courbe de transmittance atmosphérique. Ces mêmes
longueurs d’onde sont peu impactées dans le spectre en intérieur, en raison de la
faible distance parcourue par la lumière et/ou d’une faible quantité de vapeur
d’eau (H2O) dans l’air. Ces observations sont cohérentes avec l’acquisition et
l’analyse par Schneider et al. [2009] de spectres en laboratoire et en extérieur,
desquels seuls les spectres acquis sous lumière naturelle sont soumis à une forte
absorption atmosphérique.

Figure 5.5 – Spectres bruts d’un échantillon de ciment, acquis en conditions
intérieures (session 3) et extérieures (ensoleillé). Les zones rouges représentent
les bandes spectrales retirées des spectres extérieurs.

En extérieur, l’absorption atmosphérique de certaines longueurs d’onde est
telle que seul le bruit du capteur est acquis dans les bandes spectrales corres-
pondantes, ce qui rend ces bandes inexploitables. Pour éviter que ces longueurs
d’onde « mortes » n’affectent les analyses, nous les supprimons des spectres ex-
térieurs. Les zones en rouge sur la Figure 5.5 marquent les bandes spectrales
retirées à cet effet. Nous supprimons d’abord les bandes de 1350nm à 1450nm
et de 1800nm à 2000nm, sélectionnées par l’observation des spectres affectés.
Nous retirons aussi les bandes spectrales proches de 2500nm car elles sont affec-
tées par l’absorption atmosphérique. Les bandes spectrales autour de 900nm,
également affectées par l’absorption atmosphériques et par la faible sensibilité
de la caméra dans ces longueurs d’onde extrêmes, sont supprimées dans l’en-
semble des spectres, intérieurs et extérieurs. Nous pouvons également constater
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des perturbations autour de 1100nm. Cependant, ces bandes spectrales n’ont
pas été supprimées car l’absorption atmosphérique y est moins importante que
dans les longueurs d’onde décrites précédemment.

Nous notons également que dans les spectres en intérieur, un traitement de
l’air pour réduire la quantité de vapeur d’eau (H2O) et de CO2 (Kokaly et al.
[2017]) peut permettre d’améliorer légèrement la qualité des spectres dans les
longueurs d’onde affectées. Une telle correction rendrait également possible une
estimation de l’humidité des échantillons par analyse spectrale. Cependant,
l’impact de ces gaz sur les spectres en intérieur est faible et ce traitement de
l’air n’a pas été mis en oeuvre au cours de nos expérimentations.

5.2.5 Normalisation des spectres

La normalisation permet de comparer l’évolution des spectres. Nous nor-
malisons les spectres minimum, décile, moyen et maximum (voir Fig. 5.3c)
de la même manière que dans la Section 2.3. L’objectif ici est d’observer si
les différents spectres bruts d’un même matériau suivent la même évolution
en fonction de la longueur d’onde : la normalisation permet de comparer les
variations des spectres en ignorant leur magnitude.

Nous présentons en Figure 5.6 les spectres de ciment et de bois avant et
après normalisation et acquis au cours d’une même session. Dans le cas des
spectres de ciment (Fig. 5.6a et 5.6b), la normalisation permet de voir que
les courbes représentatives des valeurs de l’échantillon suivent pratiquement la
même évolution et que seule la magnitude change. Ce n’est en revanche pas le
cas pour les spectres de l’échantillon de bois (Fig. 5.6c et 5.6d), qui présentent
une variabilité plus importante au sein d’un même échantillon.

5.3 Analyse visuelle
Nous conduisons dans un premier temps des analyses spectrales sur les

images de matériaux du domaine spectral 400-1000nm (Vis-NIR), présentées
en Section 3.5.4.

5.3.1 Analyse d’objets de même couleur

Nous étudions des spectres de matériaux différents et de même couleur afin
de constater si l’apport des caractéristiques spectrales permet de différencier
ces objets, et ce pour plusieurs couleurs.

Objets noirs

Nous présentons en Figure 5.7a des objets de couleur noire, dont des échan-
tillons sont sélectionnés et décrits en Tableau 5.1. Les spectres bruts de ces
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(a) Spectres de ciment. (b) Spectres normalisés de ciment.

(c) Spectres de bois. (d) Spectres normalisés de bois.

Figure 5.6 – Exemple de courbes minimum, maximum, moyenne et déciles
d’échantillons de ciment et de bois, avant et après normalisation.

échantillons sont présentés en Figure 5.7b. Cette image n’a pas été calibrée en
raison de problèmes survenus lors de l’acquisition des images DC, empêchant
la calibration de cette image.

# Couleur Matériau
1 Noir Métal
2, 3 Noir Carton renforcé
4 Noir Carton fin
5 Noir Plastique
6 Noir Bois

Table 5.1 – Liste des échantillons sélectionnés en Figure 5.7a.

Les échantillons 2 à 6 se distinguent visuellement très peu les uns des autres,
en partie dû à l’absence de calibration. Cependant, malgré l’absence de cali-
bration et ses valeurs faibles dans le domaine visible (<700nm), le spectre
de l’échantillon 1 (en métal) se distingue grandement des autres à partir de
ses valeurs élevées entre 700 et 1000nm, ce qui montre qu’il est possible de
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(a) Image monochrome et régions d’in-
térêt d’objets de couleur noire.

(b) Spectres moyens bruts (/65536) des régions
sélectionnées dans l’image (a).

Figure 5.7 – (a) Image monochrome et (b) spectres d’objets de couleur noire
décrits en Table 5.1.

discriminer cet échantillon des autres.

Objets rouges et jaune

Nous présentons en Figure 5.8a des objets de couleur rouge ou jaune. Des
échantillons de cette image sont sélectionnés en Figure 5.8b et décrits en Ta-
bleau 5.2. Les spectres de réflectance de ces échantillons sont présentés en
Figure 5.8c.

# Couleur Matériau
1 Rouge Carton fin
2 Rouge Carton épais
3 Rouge Plastique translucide rouge sur carton épais rouge
4 Rouge Carton épais
5 Jaune Carton fin
6 Rouge Plastique
7 Noir Bois
8 Rouge Plastique translucide rouge sur bois noir

Table 5.2 – Liste des échantillons sélectionnés en Figure 5.8b.

L’échantillon 3 présente une courbure similaire à celle l’échantillon 2, mais
son intensité est moins élevée : l’objet translucide absorbe une partie de la
lumière réfléchie par l’objet derrière lui, et réfléchit moins de lumière par lui-
même.
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(a) Photo couleur d’objets
rouges et jaune.

(b) Image monochrome et ré-
gions d’intérêt d’objets de cou-
leur rouge et jaune.

(c) Spectres moyens de réflectance (/10000) des
régions sélectionnées dans l’image (b).

Figure 5.8 – (a) Photo couleur, (b) image monochrome et (c) spectres d’ob-
jets de couleur rouge et jaune décrits en Table 5.2.

Dans les spectres des échantillons 7 et 8, nous pouvons constater que l’objet
translucide réfléchit effectivement une quantité faible de lumière. De plus, cet
objet absorbe également une partie importante du pic d’intensité de l’objet
noir autour de 950nm.

Enfin, seul un autre spectre se distingue, le spectre 5. Cependant, ce spectre
correspond à l’objet jaune, et sa couleur explique cette distinction.

Les autres échantillons ont des spectres très similaires entre eux et ne sont
pas visuellement discriminables dans ce domaine spectral, malgré leurs maté-
riaux différents.

Objets bleus

Nous présentons en Figure 5.9a des objets de couleur bleue. Des échantillons
de cette image sont sélectionnés en Figure 5.9b et décrits en Tableau 5.3. Les
spectres de réflectance de ces échantillons sont présentés en Figure 5.9c.

# Couleur Matériau
1 Bleu pâle Carton fin
2 Bleu Papier blanc encré en bleu
3 Bleu Carton épais plastifié
4 Bleu Papier
5 Bleu Carton épais
6 Bleu Plastique

Table 5.3 – Liste des échantillons sélectionnés en Figure 5.9b.
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(a) Photo couleur d’objets bleus. (b) Image monochrome et ré-
gions d’intérêt d’objets de cou-
leur bleue.

(c) Spectres moyens de réflectance (/10000) des
régions sélectionnées dans l’image (b).

Figure 5.9 – (a) Photo couleur, (b) image monochrome et (c) spectres d’ob-
jets de couleur bleue décrits en Table 5.3.

Dans les spectres des échantillons, certaines caractéristiques permettant de
les discriminer émergent. L’intensité des échantillons 3 et 5 commence à croître
autour de 750nm, et celle des échantillons 1, 2, 4 et 6 augmente dès 680nm.
Ce pic indique que ces échantillons, dont particulièrement l’échantillon 2 dont
l’intensité est très faible, ont une teinte plus rougeâtre que les autres, ce qui
ne se remarque pas à l’oeil nu.

Cependant, aucune caractéristique n’émerge dans le domaine spectral 450-
1000nm pour permettre de discriminer ces spectres par type de matériau.

5.3.2 Analyse d’objets de même matériau

Nous analysons des spectres de même matériau et de couleur différente
pour voir si des caractéristiques spectrales liées à ce matériau apparaissent.

Nous présentons en Figure 5.10a des objets en carton, de différentes cou-
leurs. Des échantillons de cette image sont sélectionnés en Figure 5.10b et
décrits en Tableau 5.4. Les spectres de réflectance de ces échantillons sont
présentés en Figure 5.10c.

Les variations dans le domaine 400-750nm sont caractéristiques des cou-
leurs des objets. Par exemple, l’échantillon 1 a une intensité élevée entre dans
les longueurs d’ondes proches du bleu et dans le vert et plus faible dans les
longueurs d’onde proches du rouge (600-750nm), ce qui correspond avec son
apparence bleu pâle sur la Figure 5.10a. Cependant, aucune caractéristique
commune à tous ces échantillons n’apparaît, y compris dans le proche infra-
rouge.
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# Couleur Matériau
1 Bleu pâle Carton fin
2 Jaune Carton fin
3 Rouge Carton fin
4 Gris Carton fin
5 Vert Carton fin

Table 5.4 – Liste des échantillons sélectionnés en Figure 5.10b.

(a) Photo couleur d’objets en
carton.

(b) Image monochrome et ré-
gions d’intérêt d’objets en car-
ton.

(c) Spectres moyens de réflectance (/10000) des
régions sélectionnées dans l’image (b).

Figure 5.10 – (a) Photo couleur, (b) image monochrome et (c) spectres d’ob-
jets en carton coloré décrits en Table 5.4.

5.3.3 Observations générales

De manière générale, nous pouvons également noter la présence de pics
d’intensité autour de 550 et de 620nm dans les spectres bruts (Fig. 5.7b). Ces
pics ne sont pas présents dans les spectres issus des acquisitions extérieures
et sont vraisemblablement provoqués par l’illumination ambiante. Dans les
spectres calibrés (Figs. 5.8c, 5.9c et 5.10c), des creux apparaissent aux mêmes
longueurs d’onde. Ces creux sont dus à la calibration, au cours de laquelle les
valeurs de ces longueurs d’onde sont sur-estimées dans la référence de blanc et
sont ainsi sur-corrigées.

Le test des objets rouges montre que des objets translucides dans le visible
peuvent également l’être dans le proche infrarouge.

L’analyse des objets noirs confirme qu’il est possible de discriminer cer-
tains objets visuellement similaires grâce à leurs différences dans le proche
infrarouge, comme par exemple l’objet métallique dans la Fig. 5.7b. De plus,
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le test des objets bleus a mis en valeur le fait que certains objets visuellement
similaires peuvent être discernées par analyse spectrale.

Malgré ces analyses, les objets présentés sont en grande partie discernables
dans les images couleur, sans utiliser de dimension spectrale. Des analyses
conduites sur de nouveaux objets plus difficiles à discerner visuellement per-
mettraient d’extraire de nouvelles caractéristiques.

Les objets en carton étant très discernables dans une image couleur (voir
Fig. 5.10a), leurs spectres ont des différences importantes dans le domaine
visible. Par conséquent, les bandes observées (400-1000nm) ne permettent pas
de reconnaître des caractéristiques pour ce type de matériau. C’est également
le cas dans les autres images : les caractéristiques extraites dépendent presque
exclusivement de la couleur, plutôt que du matériau. Une analyse dans un
nouveau domaine spectral plus éloigné du visible permettrait d’extraire des
caractéristiques indépendantes de la couleur.

Enfin, des analyses quantitatives telles que présentées en Section 2.5 pour-
raient permettre d’extraire de nouvelles caractéristiques, différentes de celles
d’une analyse quantitative.

5.4 Mesures de similarité

Nous nous intéressons alors aux données du domaine spectral infrarouge
(900-2500nm) acquises en Sec. 3.5. Afin de compléter nos analyses, nous cher-
chons désormais à conduire des analyses quantitatives pour la comparaison de
spectres et la discrimination spectrale de matériaux à l’aide de deux mesures de
similarité, le SAM (Spectral Angle Mapper) et le TC (Tanimoto Coefficient).

5.4.1 Classification de spectres

Nous considérons dans un premier temps une classification de spectres de
matériaux par comparaison entre les spectres représentatifs (voir Sec. 5.2.3)
d’échantillons issus de plusieurs images. Cette classification a pour objectif
d’évaluer la discrimination et la reconnaissance de matériaux acquis dans dif-
férentes conditions d’illumination. Les valeurs de SAM d’échantillons de ciment
et de bois en intérieur et en extérieur sont présentées en Figure 5.11.

Comme attendu pour des spectres issus d’images non-calibrées, les échan-
tillons sont discriminés en fonction de leurs conditions d’acquisition plutôt que
par type de matériau. Cela signifie qu’il n’est pas possible de reconnaître des
matériaux à partir de spectres de référence issus d’autres sessions.

Cependant, pour de mêmes conditions d’acquisition, les échantillons qui ont
les valeurs de SAM les plus faibles sont ceux de même matériau. Dans le cadre
des missions de surveillance, ce résultat indique qu’il est possible d’effectuer
une discrimination des spectres présents dans plusieurs scènes acquises sous

71



5.4. Mesures de similarité

C
e

 d
o

c
u

m
e

n
t 

n
e

 p
e

u
t 

ê
tr

e
 r

e
p

ro
d

u
it
, 

m
o

d
if
ié

, 
a

d
a

p
té

, 
p

u
b

lié
, 
tr

a
d

u
it
, 

d
'u

n
e

 q
u

e
lc

o
n

q
u

e
 f
a

ç
o

n
, 

e
n

 t
o

u
t 

o
u

 p
a

rt
ie

, 

n
i 
d

iv
u

lg
u

é
 à

 u
n

 t
ie

rs
 s

a
n

s 
l'a

c
c

o
rd

 p
ré

a
la

b
le

 e
t 

é
c

ri
t 

d
e

 T
H

A
LE

S
-

©
2

0
2

1
 T

H
A

LE
S
. 

To
u

s 
D

ro
it
s 

ré
se

rv
é

s.

1/60

07/11/2022

Thales DMS France SAS / Modèle : 87211168-DOC-GRP-FR-006
THALES GROUP LIMITED DISTRIBUTION

Intérieur Extérieur

Ciment Bois Ciment Bois

Intérieur

Ciment

Bois

Extérieur

Ciment

Bois

Similaires Différents

Figure 5.11 – Valeurs de SAM entre les spectres d’échantillons de ciment et
de bois, acquis lors de la session 4 en intérieur et de la session nuageuse en
extérieur. Les valeurs de SAM s’étendent de 0 (jaune, échantillons similaires)
à 0.49 (bleu, échantillons différents).

des conditions d’illumination similaires. En revanche, la reconnaissance des
matériaux d’une scène n’est pas possible à partir des informations d’une seule
autre scène acquise dans des conditions d’illumination différentes.

5.4.2 Détection de matériaux

Cette méthode, binaire, a pour objectif de classifier chaque pixel comme
étant similaire ou non à un spectre de référence.

Initialement, le spectre représentatif (voir Sec. 5.2.3) d’un échantillon est
sélectionné comme référence. Ce « spectre de référence » est comparé avec
chaque pixel d’une image à classifier, pour produire des scores de similarité.
Enfin, un seuil est appliqué à ces scores afin de séparer les pixels en 2 classes,
"similaire" et "différent", par rapport au spectre de référence.

Le seuil doit maximiser la séparation entre chacune des deux classes, et
est calculé de la manière suivante. Les segmentations définies en Sec. 5.2.3
sont utilisées afin de générer deux histogrammes des valeurs de SAM, celui
de l’échantillon (« sample ») et celui de l’arrière-plan (« background », c-à-d.
le reste de l’image), voir Figure 5.12. Le seuil est alors calculé de manière à
ce que le pourcentage d’éléments échantillon inférieurs à ce seuil soit égal au
pourcentage d’éléments arrière-plan supérieurs à ce seuil. Dans le cas de la
Figure 5.12, le seuil sélectionné est de 0.057, avec une discrimination correcte
à 99% (voir Figure 5.12).

Nous présentons en Figures 5.13 et 5.14 les régions d’intérêt utilisées ainsi
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Figure 5.12 – Histogramme des valeurs de SAM d’un échantillon de ciment et
de l’arrière-plan, dans une image hyperspectrale. Le step est le pas des valeurs
de SAM utilisé pour tracer les histogrammes.

que les résultats de la classification binaire avec le SAM et le TC sur des images
d’échantillons de ciment et d’une voiture.

Figure 5.13 – Détection de ciment sur 3 images à partir du spectre de réfé-
rence issu de l’une de ces images. Les pixels blancs sont les pixels qui ont été
catégorisés comme "similaires" au spectre de référence (donc au type d’objet
recherché), et les pixels noirs comme "différents" (donc appartenant à l’arrière-
plan).

En Figure 5.13, malgré une faible portion de l’arrière-plan classifié comme
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Figure 5.14 – Détection de voiture sur 3 images à partir du spectre de ré-
férence issu de l’une de ces images. Les pixels blancs sont les pixels qui ont
été détectés comme appartenant au type d’objet recherché, et les pixels noirs
comme appartenant à l’arrière-plan.

du ciment, l’échantillon de ciment est très bien détecté dans l’image de réfé-
rence et dans l’image cible 1. En revanche, dans la cible 2, acquise dans des
conditions d’acquisition différentes, les performances se dégradent : la détection
d’une partie de l’échantillon de ciment échoue et une partie de l’arrière-plan
est détectée à la place.

Dans la Figure 5.14, une partie importante de la voiture n’est pas détectée.
Cela s’explique d’abord par le fait que les régions d’intérêt sélectionnées ne
couvrent qu’une partie de l’objet d’intérêt, mais également par les variations
importantes d’illumination dans ces images et sur certains objets. Cet effet est
particulièrement visible sur la cible 2, pour lesquelles les parties ombragées du
véhicule sont détectées comme appartenant à l’arrière-plan de l’image.

Nous pouvons également constater sur ces deux Figures que le TC commet
davantage d’erreurs sur l’arrière plan, par exemple sur la cible 2 de la Fig.
5.14, et est moins adapté que le SAM pour effectuer la tâche de classification
binaire. Cependant, lorsqu’un objet d’intérêt présente d’importantes variations
d’illumination, ni le SAM ni le TC ne permettent de le détecter.

5.4.3 Discrimination de pixels

Cette autre méthode a pour objectif de regrouper les pixels d’une même
image dans plusieurs classes, sans connaissance à-priori de la scène ni des
classes à discriminer.
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La méthode de discrimination est illustrée en Figure 5.15. Initialement, un
seuil est fixé manuellement par l’utilisateur. Pour chaque itération, le premier
pixel non-classifié est sélectionné, et attribué à une nouvelle classe i. Ce pixel
est comparé à chaque pixel de l’image via une mesure de similarité. Les pixels
non-classifiés et dont le score de similarité est inférieur au seuil prédéfini sont
attribués à la classe i. Une nouvelle itération commence alors, jusqu’à ce que
chaque pixel de l’image soit classifié.

Sélection manuelle
de l'image, de la mesure de

similarité et d'un seuil

Sélection automatique
du premier pixel non-

classifié de l'image

Calcul de la similarité
entre le pixel sélectionné

et tous les pixels de l'image

Nouvelle classe
contenant tous

les pixels extraits

Présence de pixels
non-classifiés ?

Oui
Non

Affichage
du résultat

... ; SAM ; 0,1

Extraction des pixels
non-classifiés dont la

similarité est inférieure
au seuil fixé

Figure 5.15 – Organigramme de la méthode proposée de discrimination non-
supervisée de matériaux.

À la fin, les classes dont le nombre de pixels est inférieur à 100 sont re-
groupées en une même classe « exceptions ». Ce procédé permet d’éviter la
présence d’un nombre important de classes en raison de pixels ayant une trop
faible similarité avec le reste de l’image.

Nous présentons en Figures 5.16 et 5.17 les discriminations spectrales con-
duites avec cette méthode, ainsi que les résultats de cette discrimination sur
plusieurs images de ciment et de voiture. Chaque couleur correspond à une
classe différente. Les pixels colorés en blanc sont ceux de la classe « excep-
tions », c’est-à-dire les pixels pour lesquels il existe peu de pixels correspondant
dans l’image.

Dans la Figure 5.16, la discrimination permet de différencier correctement
les objets présents dans les images cibles 1 et 2. Ce n’est cependant pas le cas
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Figure 5.16 – Discrimination non-supervisée sur 3 images d’échantillons de
ciment.

Figure 5.17 – Discrimination non-supervisée sur 3 images de voiture.

dans l’image cible 3 : l’échantillon de ciment est associé à la même classe que
l’objet derrière lui. Cela signifie que le seuil est trop faible pour permettre de
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discriminer ces objets, autant avec le SAM qu’avec le TC.
Dans la Figure 5.17, les régions de l’image sont discriminées en fonction de

leur niveau de luminosité. Ainsi, deux parties d’un même objet sont classifiées
différemment si leur niveau d’illumination est différent, et deux objets diffé-
rents sont considérés comme une seule et même classe lorsqu’ils sont illuminés
de la même manière.

5.4.4 Réduction de dimension

Les méthodes de réduction de dimension permettent de diminuer de ma-
nière importante la taille des données tout en conservant les informations perti-
nentes de celles-ci. Il existe deux grandes catégories des méthodes de réduction
de dimension appliquées aux données spectrales.

La première catégorie est celle de la suppression de bandes spectrales afin
de ne conserver que les bandes spectrales les plus pertinentes (Guo et al. [2006];
Nhaila et al. [2019]). Cette catégorie n’est pas considérée ici afin de bénéficier
de toutes les informations spectrales à notre disposition.

La deuxième catégorie englobe l’ensemble des méthodes de fusion de bandes
spectrales (Uzair et al. [2015]; Zhao et Du [2016]). Parmi ces méthodes, l’ACP
(Analyse en Composantes Principales) a déjà fait ses preuves pour la réduction
de dimension spectrale (Farrell et Mersereau [2005]; Liu et al. [2017]). L’ACP
consiste à prendre des données à L dimensions, ici des spectres de taille L,
et à trouver une projection vers L nouvelles dimensions qui maximisent la
variance entre les échantillons. Les données projetées dans de nouvelles di-
mensions sont alors nommées « composantes ». Lorsque l’ACP est appliquée
à la dimension spectrale d’une image hyperspectrale, elle résulte en un nou-
veau volume 3D avec 2 dimensions spatiales et 1 dimension de composantes.
Ces composantes sont triées de manière à ce que les premières composantes
contiennent la plus grande variance, d’où le nom de composantes principales.
Les dernières composantes peuvent alors être supprimées pour permettre la
réduction de dimension.

La quantité de variance, exprimée en « poids », cumulée contenue dans les
composantes de l’ACP appliquée à une image de ciment et une image de voiture
est présenté en Figure 5.18. Dans les deux cas, le poids associé à la première
composante est supérieur à 95%, et celui des 5 premières composantes dépasse
les 99%.

Ce poids important (> 99%) associé aux premières composantes de l’ACP
signifie qu’il est possible d’extraire la majeure partie de la variance des images
hyperspectrales dans seulement 5 composantes. Nous ne nous intéressons donc
qu’à ces 5 premières composantes dans la suite de nos calculs.

Les Figures 5.19 et 5.20 présentent l’image couleur et les 5 premières com-
posantes de l’ACP appliquée à des images de ciment et de voiture. Les com-
posantes sont représentées avec la carte de couleurs viridis : les valeurs faibles
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Figure 5.18 – Poids cumulatif des composantes de l’ACP sur (gauche) une
image d’échantillon de ciment et (droite) une image de voiture.

sont affichées en violet, les valeurs moyennes en vert et les valeurs élevées en
jaune.

Figure 5.19 – Reconstructions couleur de 3 images d’échantillons de ciment
et les 5 composantes principales de ces images.

Sur chaque image, la première composante correspond à la luminosité du
pixel. Les autres composantes permettent d’extraire des éléments saillants du
décor (végétation en arrière-plan, phares de la voiture).

Néanmoins, aucune composante ne permet de distinguer à elle seule l’objet
d’intérêt de l’arrière-plan, à part dans le cas de la deuxième composante de la
Fig. 5.19 (droite). Nous souhaitons donc analyser le résultat des méthodes de
détection et de discrimination appliquées aux composantes extraites.
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Figure 5.20 – Reconstructions couleur de 3 images de voiture et les 5 com-
posantes principales de ces images.

5.4.5 Détection de matériaux avec ACP

Nous avons appliqué la méthode de détection binaire aux 5 premières com-
posantes produites par l’ACP, et comparé ces résultats avec ceux de la détec-
tion sans ACP. Contrairement à la méthode précédente de détection binaire,
un spectre de référence est sélectionné dans et pour chaque image cible, car
les composantes des différentes images contiennent une information différente
et ne sont donc pas comparables entre elles par les mesures de similarité.

La détection par SAM avec et sans ACP est présentée en Figure 5.21. Nous
présentons l’histogramme des valeurs de SAM de l’échantillon et de l’arrière-
plan, sur l’image hyperspectrale (Fig. 5.22a) et sur les 5 premières composantes
extraites de cette image (Fig. 5.22b).

Les résultats du SAM sur des images hyperspectrales et sur leurs 5 pre-
mières composantes sont très proches malgré la compression importante des
données par l’ACP. Cependant, une partie plus importante de l’arrière-plan est
mal classifiée dans le cas de l’ACP-SAM. Cette mauvaise classification est due
à l’augmentation du recouvrement entre les valeurs de SAM de l’échantillon et
de l’arrière-plan après l’ACP, recouvrement visible dans les histogrammes de
ces valeurs (voir Figure 5.22).

Nous notons également que le SAM performe mieux sur ces exemples que
sur ceux de la Figure 5.13, en raison de la sélection d’un spectre de référence
dans chaque image cible plutôt que dans une unique image de référence acquise
dans des conditions d’illumination différentes.
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Figure 5.21 – Détection de ciment sur 3 images sans et avec ACP. Les pixels
blancs sont les pixels qui ont été classifiés comme appartenant au type d’objet
recherché, et les pixels noirs comme appartenant à l’arrière-plan.

(a) (b)

Figure 5.22 – Histogramme des valeurs de SAM d’un échantillon de ciment
et de l’arrière-plan, dans (a) une image hyperspectrale et (b) les 5 premières
composantes de cette image hyperspectrale. Le step est le pas des valeurs de
SAM utilisé pour tracer les histogrammes.

5.4.6 Discrimination de pixels avec ACP

La discrimination par SAM a été conduite sur des images avec et sans ACP,
avec différents seuils de discrimination. Les résultats de ces discriminations
avec un seuil de 0.15 sont présentés en Figure 5.23. Dans le cas de l’ACP, la
discrimination est appliquée sur les 5 premières composantes.

La méthode de discrimination avec SAM ne permet de discriminer correc-
tement les objets ni sans ni avec ACP. La sélection d’un seuil unique pour
la discrimination de toutes les images n’est pas pertinente, en raison des va-
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Figure 5.23 – Discrimination non-supervisée par SAM sur 3 images de ci-
ment, sans et avec ACP, avec un seuil de 0.15.

riations d’illumination importantes à l’intérieur des images. Néanmoins, des
expériences empiriques de sélection de seuil pour chaque image n’ont pas per-
mis d’améliorer cette discrimination de manière significative.

De plus, la méthode naïve de sélection des pixels de référence présente des
limitations. Certaines régions d’image représentant un même objet peuvent
se retrouver scindées en plusieurs parties, par exemple lorsque l’un des pixels
aberrants (sans classe) extérieurs à la région d’intérêt est similaire à une partie
de cette région. Un pré-traitement de segmentation d’image pourrait permettre
de réduire l’impact de pixels aberrants sur la mauvaise discrimination de ré-
gions d’intérêt.

5.5 Acquisitions nocturnes/sans lumière

Afin de déterminer s’il était possible d’acquérir et de traiter des images
hyperspectrales acquises la nuit, nous avons également conduit l’analyse des
acquisitions nocturnes (voir Sec. 3.5.3) et des images acquises sans lumière
(voir Sec. 3.5.4). Contrairement aux images des autres sessions, ces images
sont extrêmement sombres et ressemblent fortement aux images DC. De plus,
les valeurs moyennes et d’écart-type des images acquises dans ces conditions
sont identiques à celles des images DC. Enfin, un rehaussement de contraste de
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ces images n’a permis de faire apparaître que le bruit du capteur, mais aucune
forme ou signal distinctif des objets acquis. De plus, les valeurs moyennes et
d’écart-type des images acquises dans ces conditions sont identiques à celles
des images DC.

Nous en concluons que dans les images acquises en conditions nocturnes
et sans source d’illumination dans le domaine spectral de la caméra, le signal
produit est trop faible et est entièrement écrasé par le bruit du capteur.

5.6 Conclusion
Dans ce chapitre, nous avons présenté l’ensemble des méthodes de pré-

traitement utilisées sur nos données. Ces pré-traitements incluent la recons-
truction d’images couleur à partir d’images hyperspectrales, la segmentation
et l’extraction de spectres représentatifs d’objets d’intérêt, ainsi que la correc-
tion atmosphérique et la normalisation de ces spectres.

Nous avons également présenté des analyses spectrales d’objets de même
couleur et d’objets de même matériau. Cependant, le domaine spectral étu-
dié, proche du visible, n’a pas permis d’extraire des caractéristiques pour la
caractérisation de ces matériaux.

De nouvelles analyses par mesures de similarité ont été conduites sur des
images hyperspectrales acquises dans un autre domaine spectral, le proche in-
frarouge, pour la classification, la détection et la discrimination spectrales de
matériaux. Ces analyses montrent qu’il est possible de détecter et de discri-
miner des matériaux dans des images hyperspectrales. En revanche, les mé-
thodes proposées souffrent actuellement de plusieurs limitations, telles que la
sélection de seuils pour la détection et la discrimination, et particulièrement
d’un manque de robustesse aux variations intra- et inter-images des conditions
d’illumination.
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Chapitre 6

Réseaux de neurones
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6.1 Introduction

Dans le chapitre précédent, nous avons vu que, si les mesures de similarité
permettent parfois la discrimination de matériau, elles ne sont pas robustes aux
changements de conditions d’illumination. Nous cherchons donc des méthodes
permettant d’aller au-delà de ces limitations. Les réseaux de neurones appa-
raissent comme une méthode appropriée, dû à leur habilité à représenter des
espaces de caractéristiques divers. Nous présentons d’abord un réseau spectral
et l’analyse des caractéristiques apprises par ce réseau pour la classification
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de véhicules dans des images hyperspectrales, travaux ayant donné lieu à une
publication (Caubet et al. [2022b]).

Deux réseaux de détection d’objets issus de l’état de l’art, YOLOv3 (Red-
mon et Farhadi [2018]) et Mask-RCNN (He et al. [2017]), sont utilisés afin
de comprendre la pertinence des différentes caractéristiques des images hyper-
spectrales pour la détection d’objets. D’autres réseaux de neurones de l’état de
l’art, permettant la classification de pixels d’images hyperspectrales, sont pré-
sentés et comparés afin d’analyser leur utilisabilité dans notre contexte ainsi
que leurs performances et limitations.

6.2 Détection de véhicules
Nous souhaitons utiliser des réseaux de neurones pour détecter et discri-

miner des véhicules. Afin d’entraîner ces réseaux, nous utilisons les images
présentées en Section 3.4 et segmentées en suivant les étapes décrites en Sec-
tion 5.2.2. Au total, 400 images hyperspectrales de taille 200x200x138 sont
utilisées : 350 images pour l’entraînement et 50 pour la validation. Aucune
base de test n’est sélectionnée car les réseaux ne sont comparés qu’à travers
leurs performances sur l’ensemble de validation.

6.2.1 Réseau spectral

Les corrélations spatiales d’images sont déjà très étudiées et de nombreuses
méthodes (Harris et Stephens [1988]; Goferman et al. [2012]; Yan et al. [2013]),
dont certaines à base de réseaux de neurones convolutionnels (Lecun et al.
[1998]; Dong et al. [2015]; Simonyan et Zisserman [2015]), ont déjà été crées
afin de bénéficier des informations spatiales. Pour cette raison, nous nous inté-
ressons dans un premier temps seulement aux données spectrales des images,
d’où le nom de « réseau spectral ».

Architecture du réseau

L’architecture de ce réseau est proche de celle proposée par Shafiee et al.
[2016], dont le réseau atteint 95% de précision pour la classification d’échan-
tillons de miel.

Nous présentons en Figure 6.1 le flux des données depuis l’image d’entrée
jusqu’à la classification avec le « réseau spectral ». Chaque pixel ou spectre
de l’image hyperspectrale est fourni indépendamment en entrée du réseau.
Le « réseau spectral » est un réseau de neurones dense entièrement connecté
constitué d’une couche d’entrée, une couche de neurones intermédiaire et une
couche de sortie. Ce nombre de couches a été choisi afin de réduire les chances
de sur-apprentissage du réseau. La sortie du réseau correspond à sa prédic-
tion de la classe du pixel d’entrée. Ces prédictions peuvent être regroupés en
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6. Réseaux de neurones

une image de classes, dont les dimensions spatiales sont identiques à celles de
l’image hyperspectrale d’entrée.

Figure 6.1 – Traitement pixel par pixel (ou spectre par spectre) d’une image
hyperspectrale par notre « réseau spectral » pour la discrimination de véhicules.

Cette architecture est utilisée pour créer deux réseaux distincts. Le premier
est un réseau de « détection » de véhicules, avec une couche intermédiaire de
15 neurones et une couche de sortie binaire (0 ou 1), pour lequel l’ensemble
des véhicules (voir Section 5.2.2) sont considérés comme appartenant à une
même classe et comparés à l’arrière-plan. Le deuxième réseau, pour la « dis-
crimination » de véhicules, est représenté en Figure 6.1 et considère 3 classes :
arrière-plan, voiture et camion. Les autres types de véhicules sont ignorés par
le réseau en raison de leur très faible représentativité. Ce réseau est composé
d’une couche intermédiaire de 23 neurones intermédiaires et une couche de
sortie de 3 neurones (arrière-plan, voiture, camion).

Terminologie des analyses

« Modèles » : Pour chacun de ces deux réseaux (détection et discrimination),
nous avons créé plusieurs « modèles » en faisant varier les fonctions d’activation
des couches intermédiaire et de sortie. Les fonctions d’activation utilisées à cet
effet sont ReLU, Leaky-ReLU, sigmoid et tanh.

« Précision » : Nous analysons les performances de chaque modèle en cal-
culant la « précision » (accuracy) de la ou les classes de véhicules, définie de
la manière suivante :

Precision = TP/(TP + FP )

avec TP le nombre de pixels Vrais Positifs (True Positives) et FP le nombre
de Faux Positifs.
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« Activation de neurone » : Nous présentons en Figure 6.2 un schéma du
traitement des données par le réseau et une visualisation de ces données, à
chaque étape de leur traitement par le réseau spectral, de l’entrée à la sortie
du réseau. Les images « d’activation de neurone » correspondent aux valeurs
renvoyées par un neurone du réseau pour chaque pixel de l’image, et sont colo-
risées avec la palette de couleur Jet : les valeurs faibles sont affichées en bleu,
les valeurs moyennes en vert et les valeurs élevées en rouge. Chaque pixel d’une
image étant traité individuellement par le réseau, les images présentées sont
construites à partir des valeurs obtenues à une même étape du traitement pour
chaque pixel. Par exemple, sur l’image d’activation du neurone intermédiaire
11, nous pouvons observer une activation faible (cyan) sur les pixels extraits
de la voiture ou de la barrière de sécurité, et très faible (bleu foncé) sur les
autres pixels de l’image.

Couche intermédiaire
Couche d'entrée

Couche de sortie

n°11

n°15

.

.

.

.
n°1

n°2

n°138

.

.

.

Image de sortieActivation du neurone
intermédiaire 11

Activation du neurone
de sortieImage d'entrée

Figure 6.2 – Schéma du traitement des données, de l’image hyperspectrale à
la carte de classification binaire, par le réseau spectral.

Résultats du réseau de détection

Nous présentons en Table 6.1 la précision obtenue, sur l’ensemble de valida-
tion, par les 16 apprentissages de réseau spectral pour la détection de véhicules.
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Certains apprentissages restent à 0% de précision, car ils classifient l’ensemble
des pixels comme appartenant à l’arrière-plan. Cette précision nulle peut être
due au problème de disparition du gradient, empêchant toute modification
de la prédiction du réseau. D’autres apprentissages atteignent une précision
de 23% dès les premières centaines d’epochs, mais leur précision n’évolue pas
davantage par la suite. Enfin, 10 des 16 apprentissages atteignent une préci-
sion d’environ 53% dès la première centaine d’epochs, malgré des variations de
plusieurs pourcents au cours des itérations.

Apprentissage n° 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Précision 53% 0% 53% 56% 53% 54% 53% 55% 52% 0% 23% 22% 54% 0% 24% 53%

Table 6.1 – Valeurs de précision des 16 apprentissages du réseau spectral de
détection avec différentes fonctions d’activation après 800 epochs d’entraîne-
ment.

Nous pouvons délimiter deux seuils dans ces valeurs de précision, autour
de 23% et 53%. Ces seuils sont dus à de grandes quantité de pixels dont la
classe prédite est modifiée en un faible nombre d’epochs, ce qui indique que
ces groupes de pixels sont potentiellement très proches entre eux.

Explicabilité du réseau de détection

Nous souhaitons comprendre comment les modèles ont atteint ces valeurs de
précision, et plus particulièrement les régions d’images qui ont eu un impact
significatif pour la classification. Nous analysons pour cela l’un des modèles
ayant obtenu une précision de 55%. Les images de l’activation des neurones de
ce modèle sur une image hyperspectrale sont présentées en Figure 6.3.

(a) Image couleur. (b) Activation des neurones 1, 11 et 12 de la couche inter-
médiaire.

(c) Image de sortie.

Figure 6.3 – Détection appliquée à l’image hyperspectrale d’une voiture.

Le neurone 1 réagit principalement aux bandes autour de 550nm (vert) et
750nm (rouge/NIR) tout en rejetant les bandes autour de 950nm (NIR). Sur
l’image 6.3b, ce neurone détecte une partie de la végétation et ignore le reste, y
compris les véhicules. Dans la détection finale, ce neurone est associé à l’arrière-
plan, indiquant un rejet de la végétation pour la détection des véhicules.
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Les neurones 11 et 12 mettent respectivement en valeur les zones présen-
tant une intensité faible (ombres) et élevée (lignes blanches, reflets du soleil...).
Ces deux neurones ont un poids très élevé dans la prédiction du modèle, ainsi
qu’un impact important sur la précision de ce modèle, car une quantité impor-
tante des pixels de véhicule ont une intensité soit très faible, soit très élevée.
Cependant, d’autres portions des images (lignes blanches, barrières de sécu-
rité...) partagent ces caractéristiques d’intensité (voir Fig. 6.3c), et le poids
important associé à ces informations provoque une détection erronée de ces
zones d’arrière-plan.

À travers l’analyse de plusieurs modèles du réseau de détection, nous avons
pu constater que les informations utiles à la détection de véhicules restaient
principalement les trois mêmes catégories : la végétation, les ombres et les zones
d’intensité élevée. De plus, nous pouvons également trouver une corrélation
entre ces catégories et les seuils apparus dans les valeurs de précision présentées
en Table 6.1. En effet, les réseaux pour lesquels la précision a atteint 23% sont
ceux qui ont appris à détecter les zones d’intensité élevée, et les réseaux dont la
précision a atteint 55% sont ceux qui ont appris à détecter à la fois les régions
d’intensité élevée et faible.

Résultats du réseau de discrimination

Dans le cas de la discrimination, les trois classes recherchées sont inéga-
lement représentées dans la base de données, ce qui peut impacter l’appren-
tissage. La classe arrière-plan représente près de 78.72% des pixels, voiture
près de 14.10% et camion environ 6.41%, avec les 0.77% restants représentant
les autres types de véhicules. Afin de réduire l’impact de cette représentation
inégale, nous utilisons comme fonction de perte l’entropie croisée avec une
pondération des classes sur l’apprentissage.

Nous présentons en Table 6.2 les valeurs de précision obtenue, sur l’en-
semble de validation, par les modèles de réseau spectral pour la discrimination
des classes voiture et camion. Comme pour le réseau spectral de détection, deux
seuils apparaissent : un proche de 73% pour la classe voiture et un proche de
37% pour la classe camion.

Apprentissage n° 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Précision

classe voiture 76% 0% 0% 71% 76% 75% 0% 42% 72% 0% 0% 0% 72% 73% 0% 2%

Précision
classe camion 36% 0% 37% 37% 36% 0% 37% 37% 37% 37% 0% 36% 44% 0% 36% 37%

Table 6.2 – Valeurs de précision des 16 apprentissages du réseau spectral de
discrimination avec différentes fonctions d’activation après 800 epochs d’en-
traînement pour les classes (a) voiture et (b) camion.
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Outre les 0% de précision lorsque le réseau n’a pas appris à discriminer
certaines classes, deux valeurs inhabituelles apparaissent. L’apprentissage n°8
obtient une précision de 42% sur la classe voiture, ce qui peut s’expliquer par le
fait que le réseau était en train d’apprendre les caractéristiques de cette classe.
En revanche, le 44% atteint sur la classe camion est supérieur à toutes les
autres valeurs atteintes sur cette classe, ce qui semble indiquer que ce réseau a
appris de nouvelles caractéristiques permettant de discriminer les camions du
reste des images.

Explicabilité du réseau de discrimination

Nous souhaitons comprendre comment les modèles de discrimination ont
atteint ces valeurs de précision. Nous analysons pour cela l’un des modèles
ayant obtenu une précision de plus de 30% à la fois sur voiture et sur ca-
mion. Les images de l’activation des neurones de ce modèle sur une image
hyperspectrale sont présentées en Figures 6.4 et 6.5. En sortie, les pixels noirs
correspondent à une prédiction d’arrière-plan, gris pour voiture et blanc pour
camion.

(a) Image couleur. (b) Activation des neurones de la couche de sortie. (c) Image de sortie.

Figure 6.4 – Discrimination appliquée à l’image hyperspectrale d’une voiture.

(a) Image couleur. (b) Activation des neurones de la couche de sortie. (c) Image de sortie.

Figure 6.5 – Discrimination appliquée à l’image hyperspectrale d’un camion.

Le neurone de sortie 1, celui de l’arrière-plan, a une activation importante
au niveau de la végétation et de la route et une activation très faible aux régions
d’intensité élevée (lignes blanches, camion) ou faible (ombres). L’activation du
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neurone 2, celui de la classe voiture, est très faible dans les zones de végétation
ou de forte intensité lumineuse. Enfin, le neurone 3, associé à la prédiction de
camion, réagit fortement aux zones de forte intensité lumineuse.

Les caractéristiques apprises par le modèle sont les mêmes que pour les
modèles de détection : la végétation, et les pixels d’intensité faible ou élevée,
associés respectivement à l’arrière-plan, à voiture et à camion. À ces trois
caractéristiques s’ajoute une quatrième, la route, qui est fortement attribuée à
l’arrière-plan (voir neurone 1 en Figures 6.4b et 6.5b), et est caractérisée par
une illumination moyenne.

Conclusion

Les modèles de réseau spectral obtiennent des résultats de précision assez
faibles, et particulièrement dans le cas de la discrimination, mais indiquent
la présence de caractéristiques permettant la détection et la discrimination
de véhicules. En revanche, plutôt qu’apprendre des caractéristiques spectrales
complexes, les modèles ont appris des caractéristiques limitées à la présence de
végétation ou à la luminosité globale du pixel, c’est-à-dire des caractéristiques
visibles à l’œil nu ou avec des méthodes d’imagerie couleur classique. De plus,
nous rappelons que ces caractéristiques sont limitées à l’intensité d’un pixel.
L’absence des dimensions spatiales empêche l’apprentissage de caractéristiques
telles que les contours ou les formes, généralement nécessaires à la détection
d’objets.

6.2.2 Réseau colorimétrique

Nous souhaitons entraîner un réseau sur des images couleur acquises dans
les mêmes conditions que les images hyperspectrales afin de vérifier si les mêmes
caractéristiques seront apprises par ce nouveau réseau. Nous utilisons pour cela
les images couleur reconstruites à partir de ces images hyperspectrales (voir
Section 5.2.1).

Architecture du réseau

Comme pour le réseau spectral, chaque pixel est fourni indépendamment
au réseau, dans une entrée à trois neurones correspondant aux trois canaux de
couleur primaires (rouge, vert, bleu) plutôt qu’au spectre. Le nombre de neu-
rones intermédiaires et de sortie et autres paramètres du réseau colorimétrique
sont identiques à ceux du réseau spectral de discrimination (voir Sec. 6.2.1).

Résultats du réseau

En 800 epochs, le réseau colorimétrique a atteint une précision comparable
à celle du réseau spectral pour la détection de la classe camion. Néanmoins,
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ce réseau n’a pas réussi à dépasser les 23% de précision sur la classe voiture,
contre 31% pour le meilleur modèle du réseau spectral.

Nous notons également une variabilité importante de la précision dépassant
parfois les 10% entre deux epochs consécutives. Cette variabilité peut être due
aux données de validation étant sous-représentées par l’ensemble d’entraîne-
ment ou à une vitesse d’apprentissage (learning rate) trop élevée empêchant
au réseau d’atteindre un minimum local au cours de son apprentissage.

6.2.3 Réseau à convolutions 3D

Afin d’évaluer l’apport des dimensions spatiales pour la détection de véhi-
cules, nous entraînons un nouveau réseau apprenant simultanément des carac-
téristiques spatiales et spectrales : un réseau de neurones convolutionnel 3D
(CNN-3D).

Architecture du réseau

Ce réseau prend en entrée une image hyperspectrale complète. L’entrée du
réseau est constitué de deux couches de convolutions 3D de taille 3x3x5, cha-
cune suivie d’une couche de maxpooling dans lesquelles les dimensions spatiales
sont préservées. Ces convolutions sont connectées à une couche de neurones
dense fournissant en sortie trois neurones, un par classe (arrière-plan, voiture,
camion).

Résultats du réseau

En moins de 650 epochs, le réseau à convolution 3D obtient une précision
comparable à celle du réseau spectral pour la détection de voiture (environ
31%), mais performe mieux sur camion avec près de 42% de précision (contre
30%). Cela nous indique que l’information spatiale, même dans un voisinage
de taille faible, permet d’améliorer la détection de certains types de véhicules.
Cependant, comme pour le réseau spectral et le réseau colorimétrique, la pré-
cision présente de fortes variations entre des epochs consécutives.

6.2.4 Conclusion

Nous avons pu constater que l’utilisation des caractéristiques spectrales,
vis-à-vis d’une information seulement de couleur, a permis une augmentation
de cette précision. Toutefois, leurs résultats proches indiquent qu’une partie
importante des caractéristiques apprises par le réseau spectral sont également
présentes dans des images couleur : la végétation et la luminosité. Deux pixels
ayant une luminosité similaire sont alors associés à une même classe, même
lorsqu’ils présentent des objets ou matériaux différents.
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L’utilisation des caractéristiques spatiales a également permis d’augmenter
les valeurs de précision pour la discrimination de véhicules, bien que cette aug-
mentation soit également faible. Nous notons toutefois que l’utilisation d’un
voisinage de plus grande taille permettrait au réseau d’extraire des informa-
tions locales de plus haut niveau, telles que les formes de certains objets.

Ainsi, la détection de véhicule conduite avec les architectures décrites dans
cette section atteint au mieux une précision d’environ 55%. La précision de la
discrimination atteint ses limites autour de 31% pour la classe voiture, et 42%
pour la classe camion.

Notre détection de véhicules souffre cependant de plusieurs limitations.
Tout d’abord, les données utilisées sont des images acquises dans le domaine
spectral 400-1000nm (visible et très-proche infrarouge). Des images acquises
dans le proche infrarouge, tel que préconisé au Chapitre 2, pourraient per-
mettre d’obtenir des caractéristiques spectrales plus pertinentes pour la discri-
mination d’objets et de matériaux. Il est également possible que la labellisa-
tion de ces images soit inadaptée aux résultats recherchés : chacune des classes
constitue une agrégation de nombreux matériaux de spectres différents, dont
par exemple les voitures et les camions qui sont fabriqués avec les mêmes ma-
tériaux. De plus, peu de données sont utilisées au cours de l’entraînement, ce
qui impacte la capacité de généralisation des réseaux de neurones.

Enfin, ces réseaux sont eux-même peu profonds, avec une unique couche
intermédiaire dans le cas des réseaux spectral et colorimétrique, et trois couches
intermédiaires dans le réseau à convolution 3D. Cette profondeur faible des
réseaux ne permet l’apprentissage que de caractéristiques spatiales et spectrales
de bas niveau, plutôt que des caractéristiques haut niveau telles que des formes
d’objets ou des motifs de variations spectrales.

6.3 Réseaux existants pour la détection d’objets

Nous avons vu en Section 6.2.4 que les réseaux de neurones peu profonds
ne permettaient pas d’apprendre des caractéristiques de haut niveau sur les
images hyperspectrales de véhicules (400-1000nm). Nous évaluons alors les
performances de réseaux de neurones profonds construits pour des tâches de
détection. Nous utilisons deux réseaux issus de l’état de l’art de la détection
de véhicules sur des images couleur, YOLOv3 (Redmon et Farhadi [2018]) et
Mask-RCNN (He et al. [2017]), sur nos images hyperspectrales.

6.3.1 YOLOv3

YOLOv3 est un réseau de neurones profond de détection d’objets par pré-
diction de boîtes englobantes. Les boîtes englobantes de la base de données
d’images de véhicules (Sec. 3.4) sont définies selon la description en Section
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5.2.2.
Dans le but de proposer une analyse exhaustive des caractéristiques spec-

trales, nous analysons l’impact des canaux de couleur des images reconstruites
et l’impact des différentes bandes spectrales sur les prédictions de YOLOv3.

YOLOv3 étant un réseau de neurones construit pour détecter divers types
d’objets, nous notons que seules les prédictions de véhicules sont considérées,
et les autres prédictions de YOLOv3 sont ignorées.

Évaluation

Pour comparer les résultats de YOLOv3 sur différentes données, nous pré-
sentons les caractéristiques suivantes :

— Le nombre de boîtes attendues (ou labellisées).
— Le nombre de boîtes prédites par YOLOv3.
— Le nombre de boîtes correctement prédites, et leur pourcentage parmi

l’ensemble des boîtes attendues. Une prédiction correcte signifie qu’une
boîte attendue et une boîte prédite ont un IoU (voir ci-dessous) supérieur
à un seuil fixé. Lorsque plusieurs boîtes prédites correspondent à une
même boîte attendue, seule la prédiction ayant l’IoU le plus élevé est
comptée comme correctement prédite.

— L’IoU (Intersection over Union) est une mesure du recouvrement entre
deux boîtes englobantes. Les valeurs d’IoU sont comprises entre 0 et 1 :
plus cette valeur est proche de 1, et plus les boîtes sont similaires. L’IoU
moyen est la moyenne des valeurs d’IoU de l’ensemble des boîtes prédites.

— L’AP (Average Precision) est la moyenne de la précision du réseau avec
un certain seuil d’IoU utilisé pour l’acceptation des boîte englobantes.
Le mAP (mean Average Precision) correspond à la moyenne des valeurs
d’AP obtenues avec des valeurs d’IoU de 0.5, 0.55, 0.6... et 0.95.

Comparaison de YOLOv3 sur deux bases de données

Nous souhaitons dans un premier temps comparer les performances de YO-
LOv3 sur notre base d’images couleur de voitures, « Reconstruction » (voir
Section 5.2.1), contre une base de données publique de détection de véhicules :
« NuScenes » (Caesar et al. [2019]). Des exemples d’images de ces deux bases
de données avec les boîtes englobantes prédites par YOLOv3 sont présentées
en Figure 6.6. Pour chaque objet détecté, sont indiquées la classe associée à
cette boîte englobante (voiture/car ou camion/truck) ainsi que la valeur de
confiance de YOLOv3 dans sa prédiction.

Nous présentons en Table 6.3 la comparaison des résultats sur ces deux
bases de données. Les nombres de boîtes attendues et prédites est très différent
entre les deux bases de données, en raison de la quantité d’images traitées ainsi
que du nombre moyen de véhicules par image.
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(a) (b)

Figure 6.6 – Détection de véhicules par boîtes englobantes avec YOLOv3 sur
des images de (a) « Reconstruction » et (b) « NuScenes ».

Données Boîtes
attendues

Boîtes
prédites

Boîtes
correctes (%) IoU

moyen mAP

Reconstruction 1446 707 553 38,2 0,721 0,605
NuScenes 29935 26927 17317 57,8 0,581 0,411

Table 6.3 – Comparaison des nombres de boîtes et résultats de YOLOv3 sur
les bases d’images « Reconstruction » et « NuScenes ».

Le nombre de boîtes englobantes prédites est plus proche du nombre de
boîtes attendues dans « NuScenes » que dans « Reconstruction ». Ainsi, le
pourcentage de boîtes correctes est plus élevé dans « NuScenes » (57, 8% contre
38, 2%), mais le nombre de prédictions incorrectes est également très élevé. De
plus, les valeurs d’IoU moyen et de mAP sont plus faible pour « NuScenes »
que pour « Reconstruction ».

YOLOv3 détecte donc davantage de véhicules dans « NuScenes », mais avec
un taux de précision bien inférieur à celui de « Reconstruction ». De telles
différences peuvent venir de la taille des images, mais aussi de l’information
contenue dans les canaux de couleur des images des deux bases de données.

Par la suite, sauf indication contraire, les données présentées sont celles de
la base de données « Reconstruction ».

Pertinence des canaux de couleur

Nous cherchons ensuite à déterminer la pertinence de l’information des
différents canaux de couleur reconstruits. Pour cela, chaque canal de chaque
image a été sélectionné individuellement et utilisé pour générer une image en
niveau de gris. Les images en niveau de gris sont ensuite fournies à YOLOv3
pour prédiction.
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Les résultats de la prédiction de YOLOv3 sur les images en niveaux de
gris issues des différents canaux de couleur sont présentées en Table 6.4. Nous
pouvons d’abord constater que les valeurs d’IoU et de mAP sont pratiquement
identiques entre les 3 canaux de couleur. Cela signifie que l’information conte-
nue dans chacun des 3 canaux est tout aussi pertinente dans l’évaluation de
l’IoU et du mAP. Le nombre de boîtes prédites et correctes est également très
proches entre les canaux rouge et vert.

Données Boîtes
attendues

Boîtes
prédites

Boîtes
correctes (%) IoU

moyen mAP

Image couleur 1446 707 553 38,2 0,721 0,605
Gris (canal rouge) 1446 689 552 38,2 0,720 0,590
Gris (canal vert) 1446 698 553 38,2 0,724 0,587
Gris (canal bleu) 1446 762 601 41,6 0,717 0,592

Table 6.4 – Comparaison des nombres de boîtes et résultats de YOLOv3 sur
les images en niveau de gris constituées à partir des canaux de couleur, sur la
base de données « Reconstruction ».

En revanche, le canal bleu permet la prédiction d’un nombre plus important
de boîtes prédites et correctes (+ ∼ 10%). L’information contenue dans ce
canal est donc plus pertinente pour la tâche de détection de véhicules avec
YOLOv3 sur la base de données « Reconstruction ».

De plus, chaque canal de couleur individuel permet l’obtention de résul-
tats similaires ou meilleurs à ceux des images couleur, à l’exception du mAP.
Puisqu’une image couleur est la concaténation de ces différents canaux sans
perte d’information, cela signifie que cette baisse de performances est liée au
traitement par YOLOv3 des images couleur.

Importance des canaux de couleur dans YOLOv3

Pour compléter l’analyse précédente, nous souhaitons déterminer l’impor-
tance qu’associe YOLOv3 à chaque canal de couleur des images qui lui sont
fournies. Pour cela, nous remplaçons deux canaux de couleur par un signal vide
(image entièrement noire). Si YOLOv3 accorde la même pertinence à chacun
des trois canaux, les résultats des trois images devraient suivre la même re-
lation que dans le Table 6.4 : des valeurs presque identiques entre les canaux
rouge et vert, et plus élevées pour le canal bleu.

Les résultats de YOLOv3 sur ces images sont présentés en Table 6.5.
Contrairement au résultat attendu, le nombre de boîtes correctement prédites
dans les images à un seul canal est beaucoup plus faible que pour l’image
couleur. Cela signifie que, pour un unique canal de couleur, YOLOv3 est plus
adapté à le traiter comme une image en niveau de gris, qu’en vidant le signal
des deux autres canaux.
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Données Boîtes
attendues

Boîtes
prédites

Boîtes
correctes (%) IoU

moyen mAP

Image couleur 1446 707 553 38,2 0,721 0,605
Image rouge 1446 550 440 30,4 0,715 0,567
Image verte 1446 521 433 29,9 0,729 0,592
Image bleue 1446 443 354 24,5 0,714 0,569

Table 6.5 – Comparaison des nombres de boîtes et résultats de YOLOv3 sur
les images couleur après suppression de certains canaux, sur la base de données
« Reconstruction ».

Le nombre de boîtes prédites et correctes est plus élevé pour le canal rouge
que pour le canal vert, et pour le canal vert que pour le canal bleu. Ces résultats
indiquent que YOLOv3 accorde une pertinence plus élevée aux canaux rouge
et vert qu’au canal bleu, malgré la pertinence de ce canal dans les images
« Reconstruction » (voir Table 6.4).

Une telle différence signifie que YOLOv3 n’est pas un réseau capable de
tirer parti de l’information présente dans les images de la base de données
« Reconstruction », et particulièrement de l’information du canal bleu.

Impact de la compression JPEG sur YOLOv3

YOLOv3 est pré-entraîné sur ImageNet, une large base de données d’images
d’objets et de véhicules, dans laquelle les images sont compressées au format
JPEG. Or, nos images sont directement générées à partir des images hyper-
spectrales, et enregistrées dans un format sans compression afin d’éviter toute
perte d’information. Nous souhaitons donc tester si la compression JPEG de
nos images, c’est-à-dire dans un type de données pour lesquelles YOLOv3 a
été entraîné, permet d’améliorer ses performances sur nos images.

Les résultats de YOLOv3 sur les images compressées sont présentés en
Table 6.6. Nous pouvons voir une baisse significative des performances de YO-
LOv3 en comparaison aux données non-compressées (voir Table 6.4). De nou-
veau, les images couleur ont des performances similaires aux différents canaux
individuels, indiquant qu’aucune information n’est gagnée à la concaténation
des trois canaux en une seule image. Malgré la compression JPEG des données
de l’entraînement de YOLOv3, compresser nos données vers le même format
provoque une perte importante d’information qui réduit drastiquement les per-
formances du réseau.

Contrairement aux données sans compression, le canal bleu ne permet pas
la prédiction de davantage de boîtes englobantes que les autres canaux. Ce
résultat signifie que la compression au format JPEG a éliminé davantage d’in-
formation pertinente sur le canal bleu que sur les deux autres canaux.
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Données Boîtes
attendues

Boîtes
prédites

Boîtes
correctes (%) IoU

moyen mAP

Image couleur
avec compression 1446 503 388 26,8 0,714 0,570

Gris (canal rouge)
avec compression 1446 481 383 26,5 0,717 0,556

Gris (canal vert)
avec compression 1446 484 390 27,0 0,718 0,564

Gris (canal bleu)
avec compression 1446 485 388 26,8 0,714 0,569

Table 6.6 – Comparaison des nombres de boîtes et résultats de YOLOv3
après compression JPEG, sur les images en niveau de gris constituées à partir
des canaux de couleur, sur la base de données « Reconstruction ».

Suppression des bandes proches du bleu

Nous souhaitons désormais analyser la pertinence de l’information contenue
dans les différentes bandes spectrales.

Pour cela, nous analysons dans un premier temps l’évolution des perfor-
mances de YOLOv3 en fonction des bandes spectrales utilisées pour la recons-
truction d’images couleur. À toute fin utile, nous rappelons que les images
couleur sont reconstruites avec les bandes spectrales de 450nm à 780nm, qui
ont un pas de 4nm.

Le procédé est le suivant : Les images couleur sont reconstruites en igno-
rant les bandes spectrales dont la longueur d’onde est la plus faible, jusqu’à
570nm à la frontière entre le vert et le rouge. Après la reconstruction, les
images sont normalisées comme si les bandes spectrales ignorées étaient quand
même présentes. Ainsi, lorsque davantage de bandes spectrales du domaine
bleu (puis vert) sont supprimées, l’image reconstruite devient de plus en plus
jaune (puis rouge). YOLOv3 est ensuite utilisé pour la détection de véhicules
sur les images, et son nombre de boîtes prédites est présenté en Figure 6.7.

Le nombre de boîtes prédites diminue de 707 à 559 (−21%) lors de la
suppression des bandes inférieures à 570nm. La diminution la plus rapide du
nombre de boîtes englobantes prédites se produit lors de la suppression des
bandes entre 450nm et 490nm, atteignant 585 boîtes (−17%), indiquant la
pertinence de ces longueurs d’onde pour la détection de véhicules dans les
images reconstituées. Le nombre de boîtes prédites augmente légèrement avec
la suppression des bandes spectrales entre 490nm et 530nm, puis diminue à
nouveau. Cette augmentation implique que l’information contenue dans les
longueurs d’onde entre 490nm et 530nm est soit redondante, soit néfaste à la
détection de véhicules, par exemple en favorisant l’apparition d’autres types
d’informations dans les images reconstruites.
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Figure 6.7 – Nombre de boîtes prédites par YOLOv3 sur les images couleur
reconstituées, en fonction de la longueur d’onde la plus faible utilisée pour la
reconstruction.

Pertinence des bandes spectrales

Dans un second temps, nous ne considérons que les bandes spectrales, in-
dividuellement. Les bandes spectrales sont des données interprétables comme
des images en niveaux de gris. Chaque bande spectrale est donc fournie in-
dividuellement à YOLOv3 comme une image en niveaux de gris. Nous avons
donc utilisé YOLOv3 sur chaque bande de chaque image hyperspectrale, afin
d’évaluer la pertinence de ces différentes bandes spectrales pour la détection
de véhicules.

Le nombre de boîtes prédites par YOLOv3 en fonction de la bande spec-
trale est présenté en Figure 6.8. Cette courbe indique que les bandes les plus
pertinentes pour la détection de véhicules par YOLOv3 sont celles en-dessous
de 700nm, suivies par les bandes au-delà de 900nm. Dans près de 40% des
bandes spectrales, YOLOv3 réussit à prédire davantage de boîtes englobantes
que sur les images reconstruites en couleur (707).

Impact de la taille des images

Enfin, nous souhaitons désormais analyser la pertinence de YOLOv3 à tra-
vers un dernier axe : la taille des images. Nous considérons les images couleur
reconstruites à partir des images hyperspectrales de taille spatiale 200x200 et
803x803. Nous rappelons que ces images hyperspectrales sont acquises avec
une dimension spatiale de 50x50, et sont agrandies à l’aide d’un canal mono-
chromatique de taille 1000x1000 et d’une étape de pansharpening (voir Sec.
3.3.1), ce qui peut entraîner des déformations dans les images produites.
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Figure 6.8 – Nombre de boîtes prédites par YOLOv3 sur les bandes spectrales
considérées comme images en niveau de gris.

Les résultats de YOLOv3 sur ces images de tailles différentes sont présentés
en Table 6.7. Le nombre de boîtes prédites et correctes est plus élevé sur les
images de taille 803x803.

Données Boîtes
attendues

Boîtes
prédites

Boîtes
correctes (%) IoU

moyen mAP

Image couleur
200x200 1446 751 579 40,0 0,7214 0,605

Image couleur
(803x803) 1446 1005 786 54,4 0,7207 0,602

Table 6.7 – Comparaison des nombres de boîtes et résultats de YOLOv3
sur les images couleur de taille 200x200 et 803x803, sur la base de données
« Reconstruction ».

Cependant, YOLOv3 prédit également un nombre plus important de boîtes
incorrectes. De plus, les valeurs d’IoU et de mAP sont similaires, indiquant que
la précision de YOLOv3 n’est pas impactée par la taille des images pour notre
base de données « Reconstruction ».

6.3.2 Mask-RCNN

Mask-RCNN (He et al. [2017]) est un réseau de neurones profond de détec-
tion d’objets et qui prédit simultanément les boîtes englobantes, les classes et
les masques de ces objets.

Nous utilisons l’implémentation de Abdulla [2017] du Mask-RCNN pour
la détection d’objets sur les images de la base de données « Reconstruction »,
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de taille 200x200. Les données sont séparées en ensembles d’entraînement (350
images) et de validation (50 images). Le réseau est entièrement entraîné sur nos
données, sans pré-entraînement des poids, à partir des boîtes englobantes et des
masques définis en Section 5.2.2, pendant 100 epochs. Cela signifie qu’il peut
exister un biais dans les résultats qui seront observés, car certaines des don-
nées d’entraînement et de validation sont celles produites par un Mask-RCNN
lui-même entraîné sur une autre base de données. La labellisation (résultat
attendu) et les prédictions du Mask-RCNN sur des images de l’ensemble de
validation sont présentées en Figure 6.9.

(a) Image labellisée. (b) Prédiction epoch 30. (c) Prédiction epoch 70. (d) Prédiction epoch 100.

(e) Image labellisée. (f) Prédiction epoch 30. (g) Prédiction epoch 70. (h) Prédiction epoch 100.

(i) Image labellisée. (j) Prédiction epoch 30. (k) Prédiction epoch 70. (l) Prédiction epoch 100.

Figure 6.9 – Exemples de labellisation et de prédiction de véhicules sur les
images de l’ensemble de validation de « Reconstruction ».

Pour la labellisation, des masques sont définis pour chaque objet comme
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voiture (car) ou camion (truck), et un masque est également défini pour
l’ensemble de l’arrière-plan. Chaque masque est présenté avec une couleur
différente. Les véhicules n’appartenant à aucune des deux autres catégories
(camionnettes, motos...) sont ignorés pour l’apprentissage (voir Figure 6.9a).
Nous rappelons que lorsque deux objets d’une même classe sont très proches,
notre méthode génère une unique boîte englobante pour les deux véhicules,
par exemple sur les deux voitures au milieu gauche de la Figure 6.9a.

Après 30 epochs, le Mask-RCNN parvient déjà à détecter la majeure partie
des véhicules, mais commet un nombre important d’erreurs : boîtes de mau-
vaise taille, masque mal positionné, boîtes et masques dupliqués et surtout
l’apparition d’une boîte camion recouvrant presque l’intégralité des images.
Cette boîte est due à des images de l’ensemble d’entraînement représentant un
unique camion sur toute l’image, provoquant une mauvaise généralisation du
Mask-RCNN qui les prédit sur toutes les images.

Le réseau améliore ensuite la précision de ses prédictions, et atteint de
bons résultats à l’epoch 100 : Sur la Figure 6.9d, tous les véhicules sont pré-
dits séparément les uns des autres, avec des boîtes englobantes représentatives
des véhicules, malgré des masques légèrement mal placés. En revanche, deux
erreurs apparaissent en Figure 6.9h : sur le bord droite de l’image, deux pré-
dictions de véhicules (1 voiture et 1 camion) se superposent, et dans le coin
haut-gauche, la barrière routière est détectée comme étant une voiture. De
plus, les erreurs les plus flagrantes sont dans la Figure 6.9l. Non seulement un
camion est prédit sur l’ensemble de l’image comme lors des epochs précédentes,
mais le réseau ne détecte plus la voiture en bas de l’image, qui était pourtant
détectée à l’epoch 70. La voiture correctement prédite a également un masque
allongé par rapport à sa taille réelle.

En résumé, le Mask-RCNN sans pré-entraînement obtient des résultats sa-
tisfaisants sur les images de la base de données « Reconstruction » au cours des
100 epochs et avec 350 images d’entraînement. Les erreurs qui subsistent dans
la détection des boîtes englobantes et dans la taille des masques pourraient
vraisemblablement être résolues avec un nombre d’epochs plus élevé et un en-
semble d’entraînement plus grand. En revanche, le réseau nécessite près de
20 secondes pour la prédiction d’une image, et augmenter le nombre d’epochs
et/ou le nombre d’images nécessiterait un temps d’apprentissage important.
De plus, ce réseau est optimisé pour des images du domaine visible avec trois
canaux de couleur, et n’est pas en l’état utilisable sur des images hyperspec-
trales. Il est possible de transformer sa structure pour traiter des images avec
plus de 100 bandes, mais cette modification du réseau se répercuterait sur le
temps de calcul, sans offrir de garantie de résultats en raison du nouveau type
de données d’entrée.
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6.4 Réseaux pour la classification d’images hy-
perspectrales

Nous souhaitons étudier l’utilisabilité de réseaux de neurones hyperspec-
traux issus de l’état de l’art sur nos images hyperspectrales.

À notre connaissance, seules deux revues de l’état de l’art, Audebert et al.
[2019] et Paoletti et al. [2019], ont mis leur code à disposition. Ces deux revues
présentent des bibliothèques pour la classification d’images hyperspectrales par
réseaux de neurones.

Dans cette section, nous nous intéressons à l’analyse de ces deux biblio-
thèques en comparant leurs résultats à travers plusieurs implémentations des
mêmes réseaux de neurones.

6.4.1 Terminologie

Dans cette section, les réseaux de neurones hyperspectraux sont analysés
au travers des critères suivants :

— Le « Réseau » correspond au type d’architecture du réseau ainsi qu’à la
publication d’origine de ce réseau.

— La « Source » indique la provenance des résultats (article ou implémen-
tation). Lorsque la source indiquée est « Nous », il s’agit de notre propre
réimplémentation.

— La « Base de données » utilisée, parmi Pavia University et Indian Pines 1.

— La méthode de « Sélection de l’ensemble d’entraînement », telle que pré-
sentée dans Audebert et al. [2019], utilisée pour séparer les pixels label-
lisés en ensembles d’entraînement, de validation et de test. La première
méthode est la sélection aléatoire. Cette méthode permet de renforcer
l’apprentissage grâce à des données variées des mêmes classes. Cepen-
dant, certains pixels des ensembles d’entraînement, de validation et de
test sont voisins, ce qui signifie que les pixels de validation et de test
sont appris pendant l’entraînement de tous les réseaux bénéficiant des
informations spatiales (par ex. réseaux à convolutions 2D ou 3D). La
deuxième méthode est la méthode « disjointe », qui consiste à séparer
distinctement les ensembles d’entraînement, de validation et de test. Les
résultats obtenus avec la méthode disjointe sont plus faibles qu’avec la
méthode aléatoire sur les données de validation, mais ils ont plus repré-
sentatifs de la réalité.

— La « Précision (%) » est le pourcentage des éléments de l’ensemble de
validation qui ont été correctement classifiés.

1. https://www.ehu.eus/ccwintco/index.php/Hyperspectral_Remote_Sensing_
Scenes, dernière visite le 08/03/2023.
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— Le « Coefficient Kappa » (ou « Kappa de Cohen ») est une mesure de la
correspondance entre la labellisation et la prédiction.

6.4.2 DeepHyperX (Audebert, 2019)

Le constat présenté par la revue de Musgrave et al. [2020] est celui que les
publications sur les fonctions de perte des réseaux de neurones ne se comparent
pas sur une base identique et équitable, et les avancées faites sont moindres
que celles décrites dans les publications. Un constat similaire est présenté par
Ghamisi et al. [2017] sur les réseaux de neurones hyperspectraux : si ces publi-
cations prétendent à des résultats toujours plus impressionnants, le manque de
base commune rend impossible la comparaison fiable des méthodes présentées.
Audebert et al. [2019] constatent la même chose, et mentionnent que de nom-
breux auteurs ne comparent pas leurs résultats aux autres de manière juste
ou omettent des paramètres, ce qui rend difficile l’évaluation des différentes
méthodes proposées dans l’état de l’art.

Audebert et al. [2019] ont ré-implémenté et comparé entre eux des réseaux
de neurones issus de publications antérieures. Les auteurs ont également mis à
disposition la bibliothèque DeepHyperX 2 permettant d’utiliser ces réseaux de
neurones et d’en implémenter de nouveaux, sur des bases de données hyper-
spectrales de l’état de l’art.

Afin de préserver les résultats de l’article, tous les hyperparamètres ont été
définis avec leurs valeurs par défaut lors de notre utilisation de DeepHyperX.

Avec sélection aléatoire

Nous présentons en Table 6.8 les résultats de différentes implémentations
du réseau de Li et al. [2017].

Réseau Source Base de
données

Sélection
de l’ensemble

d’entraînement
Précision (%) Coefficient

Kappa

Li, 2017 Article (Li, 2017) PaviaU Aléatoire 99.39 0.9920
Li, 2017 Article (Audebert, 2019) PaviaU Aléatoire 96.71 /
Li, 2017 DeepHyperX PaviaU Aléatoire 97.12 0.962
Li, 2017 Nous PaviaU Aléatoire 98.37 /

Table 6.8 – Comparaison des résultats du réseau proposé par Li et al. [2017]
en fonction de l’implémentation, sur la base de données Pavia University. La
sélection de l’ensemble d’entraînement est conduite aléatoirement.

Malgré les résultats de plus de 99% de précision selon l’article original,
Audebert et al. [2019] décrivent une précision inférieure à 97% pour le même

2. https://github.com/nshaud/DeepHyperX, dernière visite le 07/03/2023.
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réseau : une très bonne précision pour la classification de matériaux, mais in-
férieure à la précision attendue. Les résultats obtenus avec DeepHyperX sont
proches de ceux décrits dans la revue, mais légèrement plus favorables à ceux
de l’article original. Enfin, la précision obtenue avec notre propre implémenta-
tion de ce réseau est un compromis entre les autres résultats. Si notre précision
diffère de plus de 1% par rapport à l’article d’origine, elle est loin d’être aussi
faible que celle obtenue avec DeepHyperX et sa publication, ce qui peut indi-
quer que certains paramètres de DeepHyperX réduisent les performances du
réseau.

Avec sélection disjointe

Nous présentons en Table 6.9 les résultats de différentes implémentations du
réseau de Li et al. [2017], avec sélection disjointe des ensembles d’entraînement,
de validation et de test. Les auteurs du réseau n’ont pas présenté de résultats
avec cette méthode de sélection.

Réseau Source Base de
données

Sélection
de l’ensemble

d’entraînement
Précision (%) Coefficient

Kappa

Li, 2017 Article (Li, 2017) PaviaU Disjointe / /
Li, 2017 Article (Audebert, 2019) PaviaU Disjointe 84.32 0.799
Li, 2017 DeepHyperX PaviaU Disjointe 86.77 0.827
Li, 2017 Nous PaviaU Disjointe 90.71 /

Table 6.9 – Comparaison des résultats du réseau proposé par Li et al. [2017]
en fonction de l’implémentation, sur la base de données Pavia University. La
sélection de l’ensemble d’entraînement est conduite avec la méthode disjointe.

Comme attendu, la précision et le coefficient kappa des trois implémenta-
tions sont beaucoup plus faibles qu’avec la sélection aléatoire (voir Table 6.8),
car le voisinage des pixels utilisés à l’entraînement ne contient plus les pixels
des ensembles de validation et de test.

À nouveau, notre implémentation atteint une précision plus élevée que Dee-
pHyperX, indiquant une meilleure sélection des hyperparamètres du réseau. De
même, les résultats obtenus avec DeepHyperX sont supérieurs à ceux décrits
par Audebert et al. [2019]. Ainsi, ces différences peuvent provenir de modifica-
tions du code de DeepHyperX, après sa publication, sur la structure du réseau
ou de ses hyperparamètres.

Contrairement aux Tables 6.8 et 6.9, les résultats du réseau sur Indian
Pines avec DeepHyperX présentés en Table 6.10 sont bien inférieurs à ceux
décrits par Audebert et al. [2019]. La raison d’une différence aussi importante
peut également provenir de modifications du code de DeepHyperX après la
publication de l’article revue. De plus, les résultats obtenus sur Indian Pines
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sont faibles en comparaison à ceux obtenus sur Pavia University (Table 6.9)
ce qui indique que la variabilité des données est moins bien apprise au cours
de l’apprentissage.

Réseau Source Base de
données

Sélection
de l’ensemble

d’entraînement
Précision (%) Coefficient

Kappa

Li, 2017 Article (Li, 2017) Indian Pines / / /
Li, 2017 Article (Audebert, 2019) Indian Pines Disjointe 75.47 0.719
Li, 2017 DeepHyperX Indian Pines Disjointe 62.11 0.560
Li, 2017 Nous Indian Pines / / /

Table 6.10 – Comparaison des résultats du réseau proposé par Li et al. [2017]
en fonction de l’implémentation, sur la base de données Indian Pines. La sé-
lection de l’ensemble d’entraînement est conduite avec la méthode disjointe.

6.4.3 hyperspectral_deeplearning_review (Paoletti, 2019)

Paoletti et al. [2019] ont mis à disposition une autre bibliothèque, hyperspec-
tral_deeplearning_review 3, permettant d’utiliser différents types de réseaux de
neurones et de méthodes d’apprentissage : réseaux à convolution 1D, 2D ou
3D, réseau récurrent, apprentissage par transfert... Cette publication compare
également ces réseaux sur des bases de données hyperspectrales de l’état de
l’art.

Nous présentons en Table 6.11 les résultats de différentes implémentations
du réseau 3D-CNN de Paoletti et al. [2019]. Les résultats de l’article et de
son code sont très proches, ayant tous deux une précision presque parfaite
(> 99.9%). Cependant, notre réimplémentation de ce réseau n’atteint qu’une
précision de 84.05% sur l’ensemble de validation. L’ensemble d’entraînement
n’étant composé que de 15% des pixels labellisés, la raison d’un tel écart pour-
rait provenir d’une mauvaise sélection des données d’entraînement résultant
en un manque de représentativité des données de validation. Nous n’avons à
ce jour pas conduit d’expérience pour vérifier cette hypothèse.

6.4.4 Conclusion

Selon Audebert et al. [2019], les publications présentant des réseaux de
neurones pour la classification d’images hyperspectrales comparent inéquita-
blement leurs résultats à ceux d’autres méthodes, sans présenter l’entièreté des
paramètres et hyperparamètres utilisés pour l’affinement de leur réseau. Par

3. https://github.com/mhaut/hyperspectral_deeplearning_review, dernière visite
le 07/03/2023.
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Réseau Source Base de
données

Sélection
de l’ensemble

d’entraînement
Précision (%) Coefficient

Kappa

3D-CNN (Paoletti, 2019) Article (Paoletti, 2019) PaviaU Aléatoire 99.92 0.9989
3D-CNN (Paoletti, 2019) Code (Paoletti, 2019) PaviaU Aléatoire 99.97 0.9996
3D-CNN (Paoletti, 2019) Nous PaviaU Aléatoire 84.05 0.7910

Table 6.11 – Comparaison des résultats du réseau 3D-CNN proposé par Pao-
letti et al. [2019] en fonction de l’implémentation, sur la base de données Pavia
University. La sélection de l’ensemble d’entraînement est conduite aléatoire-
ment.

conséquent, les performances réelles de ces réseaux seraient moins élevées que
celles décrites par les auteurs. Nos analyses au travers des réseaux de neurones
de Paoletti et al. [2019] (voir Table 6.11) et de Li et al. [2017] (voir Table 6.8)
confirment cette hypothèse. En revanche, nous montrons également que les hy-
perparamètres utilisés par Audebert et al. [2019] pour la réimplémentation de
ces modèles peuvent être considérablement améliorés à partir des informations
disponibles sur ces modèles.

Comme attendu, la sélection des ensembles d’entraînement par méthode
disjointe plutôt qu’aléatoire permet d’obtenir des performances de classifica-
tion plus réalistes, mais également beaucoup plus faibles.

De nombreuses différences tant positives que négatives entre les résultats
présentés par Audebert et al. [2019] et leur code mis en ligne, DeepHyperX,
laissent à penser que le code a été modifié suite à la publication de l’article
revue, rendant nécessaire leur comparaison.

Les deux bibliothèques sont flexibles pour l’implémentation de nouveaux ré-
seaux de neurones et l’utilisation de nouvelles bases de données hyperspectrales
à une seule image. Cependant, elles ne permettent pas de modifier une partie
importante des hyperparamètres, ce qui limite les possibilités d’amélioration
des réseaux. De manière plus importante, ces bibliothèques ne permettent pas
non plus l’utilisation de bases de données constituées de plusieurs images, ca-
ractéristique essentielle à notre utilisation de ces bibliothèques avec nos propres
données. Or, nos bases de données d’images hyperspectrales, présentées en Sec-
tions 3.4 et 3.5, sont constituées de centaines ou de milliers d’images, pour
lesquelles une classification adéquate nécessite un entraînement sur plusieurs
images.

6.5 Conclusion

Dans ce chapitre, nous avons présenté et analysé des réseaux de neurones
pour la détection de véhicules et la classification d’images hyperspectrales. Un
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réseau intitulé « réseau spectral » et ses dérivés, un « réseau colorimétrique »
et un réseau à convolutions 3D, nous ont permis d’observer une pertinence des
dimensions spectrales et spatiales, mais cette pertinence reste faible sur nos
données. De plus, peut-être en raison de la profondeur faible de ces réseaux
ou en raison des données utilisées à leur apprentissage, les caractéristiques
apprises par ces réseaux se limitent à des informations de luminosité moyenne
du spectre et à la présence de végétation.

L’utilisation d’un réseau de neurones état de l’art en détection de véhicules,
YOLOv3, sur nos images reconstruites en couleur, nous a permis d’analyser la
pertinence de l’information contenue dans les différents canaux de couleur et
dans les bandes spectrales pour la détection de véhicules. L’utilisation de YO-
LOv3 nous a également permis d’observer que des images avec de plus grandes
résolutions spatiales étaient plus adaptées à la détection via ces réseaux. L’uti-
lisation d’un autre réseau état de l’art, Mask-RCNN, a également offert des
perspectives intéressantes en détection et classification de véhicules. Cepen-
dant, ces deux réseaux fonctionnent exclusivement sur des images couleur (3
canaux) et ne sont pas utilisables sur nos données hyperspectrales.

Enfin, nous avons exploré deux bibliothèques de réseaux de neurones pour
la classification de pixel dans des images hyperspectrales. L’inconvénient prin-
cipal à l’utilisation de ces deux bibliothèques est qu’elles souffrent d’un manque
de flexibilité, empêchant l’ajout de bases de données constituées de plusieurs
images hyperspectrales. De plus, nous avons pu constater des différences ma-
jeures entre les résultats décrits par les auteurs et les résultats obtenus avec
plusieurs implémentations de ces algorithmes, montrant l’importance de cer-
tains choix de designs et de certains hyperparamètres non-décrits dans les
publications scientifiques.

En conclusion, à l’heure actuelle, aucun réseau de l’état de l’art n’est adapté
à l’apprentissage sur des données telles que celles que nous proposons au Cha-
pitre 3. Nos tentatives d’utilisation de réseaux peu profonds sur des images du
domaine spectral 400-1000nm (visible et proche infrarouge) ont également été
infructueuses. À l’avenir, nous souhaitons développer des architectures de ré-
seaux profondes, capable d’apprendre des caractéristiques variées sur des bases
de données d’images hyperspectrales acquises dans différentes conditions d’ac-
quisition.
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Travaux et contributions

Le travail conduit au cours de cette thèse avait pour objectif la détection
et la discrimination de matériaux, dans des images hyperspectrales acquises
avec des capteurs terrestres ou à basse altitude, pour les systèmes de mission
de surveillance.

Nous avons commencé par dresser une liste de bibliothèques de spectres
de matériaux et d’objets existantes et avons choisi deux de ces bibliothèques
pour conduire des analyses spectrales. Nous avons décrit les transformations
applicables sur les spectres issus de deux de ces bibliothèques, tels que le calcul
des dérivées, d’un histogramme ou le lissage du spectre. Ces transformations
ont pour effet de modifier la nature des informations présentées par le spectre
et ainsi permettre une plus grande variété de traitements et d’analyses. Ces
spectres ainsi transformés ont été analysés à l’aide de méthodes locales, l’ex-
traction des pics, et globales, les mesures de similarité. L’extraction des pics
n’a pas permis l’extraction de caractéristiques pertinentes pour la classification
de matériaux. En revanche, les méthodes basées sur des mesures de similarité
nous ont permis d’analyser les problématiques liées à la variabilité spectrale
et des mélanges de matériaux. Enfin, une analyse qualitative et quantitative
des spectres issus de ces bibliothèques nous a permis de caractériser un do-
maine spectral d’intérêt pour la conduite d’acquisitions d’images hyperspec-
trales, entre 1200 et 2300nm.

Les caractéristiques des caméras hyperspectrales pertinentes pour notre ap-
plication ont été décrites et expliquées. L’acquisition de deux bases de données
hyperspectrales a ensuite été présentée. Pour la première base de données,
nous avons choisi d’utiliser une caméra instantanée afin d’obtenir des images
hyperspectrales de véhicules en mouvement, nous limitant ainsi au domaine
spectral 450-1000nm (visible et proche infrarouge) en dépit des préconisations
précédentes. Grâce à cette caméra, plus de 15000 images de véhicules ont été
acquises avec plusieurs angles de vue et dans plusieurs conditions d’illumina-
tion. Pour la deuxième base de données, près de 400 images hyperspectrales
d’échantillons de ciment, de bois et de métal ont été acquises, dans plusieurs
conditions d’illumination avec une caméra à balayage dans le domaine spectral
900-2500nm, conformément au domaine spectral caractérisé sur les bases de
données spectrales.

Les images hyperspectrales acquises peuvent être calibrées, c’est-à-dire que
les images brutes doivent être converties en images de réflectance, afin de les
rendre comparables entre elles. Cependant, lorsque l’utilisateur ne mesure pas
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le bruit du capteur (ou courant d’obscurité ou DC ) fréquemment, ce bruit
n’est pas corrigé correctement et les valeurs des images de réflectance sont
affectées par une dérive temporelle importante. Nous avons proposé plusieurs
méthodes de correction de cette dérive à partir des images DC disponibles, dont
la méthode par interpolation linéaire obtient les meilleurs résultats. Cependant,
nous avons rencontré deux limitations. Premièrement, une analyse du courant
d’obscurité a montré que son évolution était non-linéaire, ce qui implique que
la méthode d’interpolation linéaire proposée ne permet pas de corriger la dérive
temporelle avec précision. Deuxièmement, le bruit corrigé est soit trop faible,
soit trop important, et la quantité de bruit corrigé est soumise à des compromis.

De plus, en conditions opérationnelles, il est contraignant ou parfois im-
possible de conduire la calibration. Nous avons alors proposé une méthode de
calibration utilisant un échantillon intermédiaire : une « référence de gris ».
Cette méthode permet alors d’obtenir des spectres de réflectance proches de
ceux obtenus avec une calibration classique. En revanche, afin d’obtenir des
spectres de bonne qualité, le matériau intermédiaire doit rester inchangé entre
les acquisitions. De plus, l’ajout d’étapes au calcul de la calibration ajoute des
imprécisions dans le calcul du spectre.

Afin de rendre exploitables les données acquises, plusieurs autres étapes de
pré-traitement ont été conduites, telles que la sélection de régions d’intérêt et
la correction atmosphérique. Suite à ces pré-traitements, nous avons conduit
des analyses de nos images pour la discrimination de matériaux avec et sans
calibration. Presque aucune des caractéristiques extraites des images acquises
dans le domaine spectral 450-1000nm n’est liée au type de matériau, car le si-
gnal était principalement corrélé aux couleurs des échantillons, ce qui confirme
l’intérêt faible de ce domaine spectral pour la surveillance.

Les images hyperspectrales non-calibrées du domaine 900-2500nm ont été
analysées avec deux mesures de similarité, le SAM (Spectral Angle Mapper) et
le TC (Tanimoto Coefficient), pour la détection et la discrimination de ma-
tériaux. Tout d’abord, l’utilisation de l’ACP (Analyse en Composantes Prin-
cipales) a permis de réduire de manière importante la dimension des images
contre un faible coût en performances de détection et de discrimination. Mal-
gré l’absence de calibration, la détection d’un matériau de référence dans des
images acquises dans des conditions d’illumination différentes a été possible
pour certains types de matériaux. Cette détection ne fonctionne en revanche
pas pour tous les types de matériaux : dans certains cas, la détection du ma-
tériau est erronée même dans l’image de référence, en raison d’importantes
variations locales de l’illumination. De plus, cette détection est actuellement
limitée par la méthode de sélection automatique du seuil, qui nécessite que
l’image soit déjà segmentée.

La méthode de discrimination de matériaux proposée n’offre cependant que
peu de résultats intéressants, et souffre de plusieurs limitations. Pour chaque
image, un utilisateur doit définir un seuil de discrimination, et recommencer
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jusqu’à trouver un seuil qu’il juge adapté. De plus, le parcours des pixels pour
la discrimination suit une approche naïve. Une amélioration de ce parcours
des pixels permettrait notamment de réduire l’impact de pixels aberrants sur
le résultat de la discrimination. Enfin, la limitation principale des méthodes
proposées de détection et de discrimination est le fait qu’aucune des mesures
de similarité analysée n’est robuste aux variations d’illumination pour les dif-
férents matériaux analysés.

Nous avons mis en place un réseau de neurones spectral pour la détection et
discrimination de véhicules dans plusieurs conditions d’illumination et analysé
les caractéristiques apprises au cours de son apprentissage. Pour la classifi-
cation, ce réseau de neurones se base exclusivement sur la luminosité pour
classifier les pixels. Comme les méthodes décrites précédemment, ce réseau
n’est donc pas robuste aux variations d’illumination. De plus, les méthodes
proposées se focalisent sur l’aspect spectral des données, les dimensions spa-
tiales étant utilisées principalement pour la labellisation et pour leur grande
quantité d’informations spectrales. Plusieurs versions de ce réseau ont alors
été proposées. Cela nous a permis d’observer que pour des réseaux avec une
architecture similaire, le réseau ayant pour entrée des données couleur (RGB)
performe moins bien que le réseau spectral, qui performe lui-même moins bien
que le réseau spatio-spectral. En revanche, la précision faible de ce réseau in-
dique qu’il n’est pas adapté à la détection de véhicules.

Deux réseaux de l’état de l’art de détection de véhicules, YOLOv3 et Mask-
RCNN, ont été utilisés pour analyser l’information contenue dans ces images
hyperspectrales. Nous avons pu constater que la faible dimension spatiale des
images de la première base de données affecte négativement ces réseaux état
de l’art. Dans l’ensemble, les résultats de détection obtenus par ces réseaux
sont satisfaisants. Cependant, ces réseaux de neurones ne sont adaptés que
pour des images couleur (RGB) et non pour des images hyperspectrales. De
plus, ces réseaux nécessitent déjà des capacités de calcul importantes, et les
adapter ces réseaux aux images hyperspectrales aurait un impact considérable
sur leurs durée d’entraînement et d’inférence.

Nous nous sommes alors intéressés aux réseaux de neurones pour le traite-
ment d’images hyperspectrales. Deux bibliothèques ont été extraites de l’état
de l’art et deux limitations majeures ont été présentées. Premièrement, il n’est
pas toujours possible de reproduire les résultats des réseaux de l’état de l’art
car leurs paramètres sont mal décrits dans ces publications et car les codes
sont rarement mis à disposition. Enfin et surtout, ces bibliothèques sont adap-
tées au traitement de bases de données hyperspectrales contenant une seule
image, ce qui signifie qu’il n’est actuellement pas possible de les utiliser pour
apprentissage sur nos bases de données contenant une multitude d’images.
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Perspectives

Les méthodes proposées pour l’analyse des spectres sont soit locales, soit
globales, mais aucune des méthodes proposées jusqu’ici ne permet de déter-
miner quels sont les domaines spectraux déterminants pour la classification
de matériaux liés à la surveillance. Par exemple, une méthode consisterait à
décomposer les spectres par sous-régions spectrales et d’appliquer les mesures
de similarité sur ces sous-régions pour observer quelles parties du spectres sont
les plus pertinentes.

Plusieurs travaux restent à effectuer sur la dérive temporelle. Cette dérive
ayant été prouvée non-linéaire, il faudrait proposer une nouvelle méthode, non-
linéaire, de sélection du DC pour le calcul de la radiance. Les algorithmes non-
linéaires étant souvent plus lents que leurs équivalents linéaires, il conviendrait
alors de calculer le temps de calcul nécessaire pour les différentes méthodes
proposées afin de proposer un rapport entre le temps de calcul et la qualité
de la radiance reconstituée. De plus, malgré de nombreuses informations qui
semblent confirmer l’hypothèse de l’impact de la chaleur sur les données du
capteur, il serait intéressant de conduire de nouvelles analyses pour vérifier
cette hypothèse expérimentalement.

Les méthodes proposées, malgré leurs résultats encourageants, ne sont
pas robustes aux variations d’illumination. Comme mentionné en Chapitre 1.
Contexte, ces problèmes sont encore ouverts, et le développement d’une telle
méthode serait sans aucun doute une avancée majeure dans le domaine de la
classification d’objets et de matériaux dans des images hyperspectrales.

La méthode de discrimination de matériaux par mesures de similarité (voir
Sec. 5.4) est limitée par la sélection du seuil de discrimination par l’utilisateur.
Une méthode de sélection de seuil automatique, par exemple en demandant
plutôt à l’utilisateur un nombre de classes souhaité, permettrait d’améliorer la
fiabilité de cette méthode en réduisant la quantité de tests empiriques néces-
saires, au risque d’augmenter le temps de calcul de la discrimination.

Une nouvelle labellisation de la base de données de voitures, par exemple
en fonction des types de matériaux, pourrait permettre de nouvelles analyses
sur ces données et d’apprendre des caractéristiques non liées à l’illumination. Il
serait également intéressant de développer des réseaux colorimétrique, spectral
et 3D plus profonds afin de vérifier si les relations trouvées entre ces réseaux
sont également valides pour des architectures plus complexes. De manière plus
générale, le développement de réseaux de neurones profonds adaptés au traite-
ment de multiples images hyperspectrales va devenir crucial pour le traitement
de grandes quantités de données hyperspectrales, particulièrement pour la sur-
veillance.

Enfin, une poursuite des travaux de cette thèse est envisagée sur une théma-
tique multimodale, afin de bénéficier simultanément des avantages de capteurs
couleur, infrarouges et hyperspectraux dans une même scène.
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