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Conception et validation de modèles optimaux pour le ciblage thérapeutique en oncologie par 

des méthodes issues de l’intelligence artificielle.

Résumé :

La prise en charge des cancers est aujourd’hui une priorité de santé publique. Pour cela se 

développent de plus en plus de nouveaux traitements dits de précision, et ce que l’on appelle 

la médecine personnalisée, à la maladie mais aussi au patient. Parallèlement depuis quelques 

années ce que l’on nomme « intelligence artificielle » connait un incroyable essor en santé, en 

même temps que les données disponibles se massifient et se complexifient. Parmi les méthodes 

issues de l’intelligence artificielles figurent les réseaux bayésiens, méthodes graphiques 

probabilistes utilisées dans de nombreux domaines et utiles à bien des égards pour résoudre des 

problématiques de classification et de prédiction. Leur fonctionnement est facilement 

compréhensible (évitant l’effet « boite noire »), ce qui en fait de très bons candidats pour 

l’élaboration d’outils d’aide à la décision. L’objectif de cette thèse est d’explorer l’utilisation 

de certaines méthodes issues de l’intelligence artificielle (les réseaux bayésiens) afin de 

modéliser des données médicales complexes pour optimiser la prise en charge thérapeutique 

de patients atteints de cancers. Elle se focalisera sur des médicaments à marge thérapeutique 

étroite utilisés en oncohématologie pédiatrique : la ciclosporine et le busulfan.

La première partie du travail contextualise le problème et explique les grands concepts 

appliqués dans la seconde partie, qui présente le travail scientifique visant à faire la preuve de

concept de l’utilisation des réseaux bayésiens dans les problématiques pharmaco-

thérapeutiques complexes et à démontrer leur intérêt à travers d’exemples et d’outils d’aide à 

la décision développés. 

Mots-clés : Modélisation, intelligence artificielle, oncologie, pharmacologie, médecine 

personnalisée
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Design and validation of optimal models for therapeutic targeting in oncology using methods 

derived from artificial intelligence. 

 

 

Summary: 

Today, cancer care is a public health priority. To this end, more and more new so-called 

precision treatments are being developed, and what is called personalized medicine, for the 

disease but also for the patient. At the same time, in recent years, what is called "artificial 

intelligence" has experienced an incredible boom in health, at the same time as the available 

data has become massive and more complex. Among the methods derived from artificial 

intelligence are Bayesian networks, probabilistic graphical methods used in many fields and 

useful in many ways to solve classification and prediction problems. Their operation is easily 

understood (avoiding the "black box" effect), which makes them very good candidates for the 

development of decision support tools. The objective of this thesis is to explore the use of 

certain methods derived from artificial intelligence (Bayesian networks) to model complex 

medical data to optimize therapeutic management of patients with cancer. It will focus on drugs 

with a narrow therapeutic margin used in pediatric oncohematology: ciclosporin and busulfan. 

The first part of this work contextualizes the problem and explains the main concepts applied 

in the second part, which presents the scientific work aimed at proving the concept of the use 

of Bayesian networks in complex pharmacotherapeutic problems and at demonstrating their 

interest through examples and decision support tools developed. 

 

 

 

 

Keywords: Model, artificial intelligence, oncology, pharmacology, personalized medicine 
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Introduction 
 

Les cancers sont parmi les pathologies les plus meurtrières du XXIème siècle. On en 

dénombre 4 millions de nouveaux cas en Europe en 2020. Ils constituent un groupe très 

hétérogène de maladies, touchent toutes les tranches d’âge de populations, et tous les organes 

du corps humain (1). L’humanité a donc concentré ses efforts depuis plusieurs décennies pour 

venir à bout de ce fléau pour la santé des populations, et la France y a pris toute sa part, 

notamment au travers des plans cancers (2). Ainsi, on compte parmi les moyens de lutte contre 

le cancer la chirurgie, la radiothérapie, la chimiothérapie, la greffe de cellules souches 

hématopoïétiques dans les cancers et certaines autres affections hématologiques, mais aussi 

plus récemment l’avènement des thérapies ciblées, de l’immunothérapie, et désormais les 

médicaments de thérapie innovante parmi lesquels les CAR-T cells, et peut-être demain des 

vaccins et virus oncolytiques (3). Néanmoins ces progrès thérapeutiques comportent des 

écueils : les complications au décours de la chirurgie (infectieuses, thrombotiques, 

cicatrisation, douleur…), les complications liées à la radiothérapie (fatigue, inflammation, 

troubles digestifs…), la toxicité limitante des chimiothérapies anticancéreuses, les 

médicaments à marge thérapeutique étroite dont les posologies sont parfois difficiles à 

déterminer pour les médecins avec le risque pour le patient de subir une inefficacité ou une 

toxicité, ou le risque de rechute en hématologie en partie lié à l’index thérapeutique étroit des 

immunosuppresseurs utilisés en post-greffe (4-9). C’est pourquoi la médecine personnalisée 

connaît un essor important en oncologie ces dernières années, à travers le développement des 

connaissances et données disponibles (notamment ce que l’on appelle les « omiques »), les 

nouvelles cibles thérapeutiques découvertes, et l’individualisation des posologies par suivi 

thérapeutique pharmacologique (6, 10-14). 

En parallèle, on constate dans de nombreux domaines un essor de ce que l’on appelle 

« Intelligence Artificielle » (IA). L’utilisation éthique de l’IA en médecine a pour vocation 

d’aider et d’améliorer les capacités de soins des professionnels, et non de les remplacer (15-

17). Cette discipline a vu le jour en 1956 lors de la conférence de Dartmouth aux États-Unis, 

organisée par John McCarthy et Marvin Minsky, et à laquelle était présent Claude Shannon, 

l’un des pionniers de la théorie de l’information.  

L’IA regroupe de nombreuses choses : les systèmes experts, l’apprentissage machine 

(machine learning), la fouille de données et de texte (data mining, text mining), l’apprentissage 
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profond (deep learning). Les systèmes experts sont généralement basés sur des règles, et 

nécessitent un temps important de paramétrage par des experts du domaine auquel ils sont 

destinés. Leur performance diminue aussi au-delà d’un certain volume de données. Ils déclinent 

dans les années 1980 au profit de l’apprentissage machine ou machine learning. Cet 

apprentissage machine peut être supervisé (les données sont annotées, par exemple des images 

de chiens et de chats définies comme telles) ou non supervisé (les données ne sont pas annotées, 

par exemple des images de chiens et de chats, ce sera à l’algorithme de les différencier sans a 

priori). La massification des données (big data) participe au développement de ces techniques, 

qui vont être surtout utilisées pour classifier des données (clustering en anglais). Ces modèles 

sont très utilisés pour réaliser des outils d’aide à la décision. Enfin, l’apprentissage profond (ou 

deep learning) se développe depuis un peu plus d’une dizaine d’années et s’applique à la 

reconnaissance d’images, à l’analyse et la génération d’un langage naturel (on parle de natural 

language processing, par exemple utilisé pour les robots conversationnels ou pour extraire et 

structurer des informations à partir d’un compte-rendu médical). Schématiquement, ces 

algorithmes fonctionnent par biomimétisme et reproduisent le fonctionnement de réseaux de 

neurones. 

En somme, l’IA a été intégrée progressivement dans de nombreux domaines et on 

observe depuis quelques années un intérêt grandissant en santé pour ces méthodes, intérêt qui 

a pu se manifester grâce à l’informatisation des systèmes de santé (logiciel d’aide à la 

prescription, dossier médical informatisé, dossier pharmaceutique, en France système national 

des données de santé…) permettant de rendre disponible un grand nombre de données. La 

frilosité initiale de l’utilisation de l’IA en santé (qui parfois perdure encore de nos jours) est 

probablement liée à la nature parfois sensible de ces données (données personnelles, secret 

médical…). Néanmoins, les méthodes d’anonymisation, de mise à disposition des données 

existantes, et les évolutions du cadre législatif et réglementaire permettent d’envisager leur 

utilisation plus sereinement (18, 19). On peut désormais parler en santé de « big data », ou 

données massives définies par les « 4 V » : variété, véracité, volume, vélocité. C’est-à-dire 

qu’ils s’agit de données de nature et de provenance très variées, vraies (recueil de données de 

« vraie vie » ou vie réelle), en quantité importante, et dont la disponibilité est rapide (20). À ce 

jour on observe une réelle compétition internationale dans le domaine de l’IA, et notamment 

de l’IA en santé, avec des enjeux économiques de plus en plus importants.  

Au vu des éléments précités, on comprend que la prise de décision médicale peut parfois 

s’avérer difficile, notamment en situation clinique complexe (comme c’est souvent le cas lors 

du traitement d’un cancer), du fait de l’abondance des données et connaissances, et du niveau 
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d’expertise grandissant en médecine. Il y a une réelle difficulté pour le cerveau humain lors de 

la prise de décision pour traiter quantitativement et qualitativement toutes les informations 

disponibles, et cela comporte souvent une part « d’intuition », que l’on peut lier au hasard dans 

la prise de décision (21-23). Le principe des modèles et de la modélisation est de prendre en 

compte des données observables, factuelles (connaissances), et de les représenter pour mieux 

appréhender un problème, notamment en vue de prendre une décision. Globalement, on 

distingue 3 niveaux de connaissance : descriptive (d’un problème, d’une réalité, nécessité de 

représentation, de communicabilité), explicative (établir des liaisons déterministes ou 

statistiques entre les différents états de connaissance représentés, comme l’a décrit Laplace au 

XIXème siècle), opérationnelle (transformation par des actions) (24). 

Dans ce contexte, nous avons cherché à optimiser la prise en charge thérapeutique de 

patients, notamment en oncohématologie pédiatrique, en développant par modélisation des 

outils d’aide à la décision grâce à des méthodes issues de l’IA (principalement des réseaux 

bayésiens).  

Ainsi, la première partie de ce manuscrit définira les concepts de médecine personnalisée 

et de précision en oncologie, et s’attardera sur la transplantation de cellules souches 

hématopoïétiques en oncohématologie pédiatrique, et les défis particuliers qui l’accompagnent. 

Elle traitera aussi des méthodes d’individualisation thérapeutique par modélisation, et se 

conclura par un point sur les données de santé, leur modélisation par des réseaux bayésiens, et 

leur place dans l’individualisation des thérapeutiques. La seconde partie du manuscrit sera 

quant à elle dévolue au travail personnel. Elle présentera les différentes publications réalisées 

autour du ciblage thérapeutique de la ciclosporine dans le contexte de la transplantation de 

cellules souches hématopoïétiques en pédiatrie et discutera de l’intérêt des réseaux bayésiens. 

Enfin, une discussion générale sur l’ensemble de ces travaux clôturera ce manuscrit. 
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Première partie : Revue de la littérature 
 
Chapitre 1 : Le défi de la médecine personnalisée et de précision en oncologie 
 

Au cours de ce premier chapitre nous définirons les notions de médecine de précision et 

de médecine personnalisée, puis nous présenterons la transplantation de cellules souches 

hématopoïétiques, et enfin nous terminerons par les défis particuliers liés à l’oncohématologie 

pédiatrique.  
 

Définitions : médecine de précision et médecine personnalisée 
 

Il faut bien distinguer les deux termes de « médecine de précision » et « médecine 

personnalisée ». Ces deux termes sont très souvent confondus et non nuancés, notamment dans 

la littérature scientifique anglo-saxonne. En effet, il est possible de faire de la médecine de 

précision, mais non personnalisée, et inversement, tout dépend du référentiel, individu, sous-

groupe, ou population. Par exemple, on peut rechercher des marqueurs prédictifs de la réponse 

à un traitement, comme le marqueur HER2 pour l’efficacité dans le cancer du sein dont la 

surexpression est prédictive de l’efficacité de l’anticorps monoclonal trastuzumab. Si l’on se 

place dans le cas d’une population de patientes atteintes de cancer du sein, il s’agit là de 

médecine de précision et de médecine personnalisée au sous-groupe surexprimant HER2. En 

revanche, si l’on se place dans le sous-groupe de patientes atteintes de cancer du sein et 

surexprimant HER2, alors il ne s’agit plus que de médecine de précision, et non de médecine 

personnalisée. 

 De plus, il est très difficile de dégager des définitions générales consensuelles de ces 

deux concepts, car ils sont généralement vus par le prisme des disciplines de chaque spécialité 

(25-27). Nous donnerons ici notre définition de ces deux termes, en tentant de la rendre la plus 

généraliste possible.  

On entend par médecine de précision le diagnostic et le traitement d’une pathologie par 

des moyens physiques, chimiques, ou biologique dirigés contre une cible précise et identifiée. 

La médecine personnalisée quant à elle consiste à adapter les moyens diagnostiques et 

thérapeutiques aux caractéristiques du patient ou d’une sous-population (médecine stratifiée), 

à sa situation clinique, sociale, biologique, à son exposition et sa réponse au traitement, aux 

caractéristiques de la maladie et à son évolution. Cette définition s’oppose au concept « one 

size fits all » du XXème siècle que l’on pourrait traduire par « le même régime convient à tout 

le monde », et qui consiste à appliquer les mêmes méthodes diagnostiques et thérapeutiques à 
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tous les patients atteints d’une maladie (ce qui a démontré ses limites, notamment en 

oncologie) (10). 

La notion de ciblage thérapeutique appartient quant à elle à la fois à la médecine 

personnalisée et à la médecine de précision à travers plusieurs de ses aspects : choix de la 

thérapeutique la plus adaptée à la situation du patient, à sa pathologie, ciblage pharmacologique 

(avec des cibles pharmacodynamiques et/ou pharmacocinétiques), relation exposition-réponse 

(par exemple en oncologie pénétration des médicaments au niveau de la tumeur), ou 

exposition-toxicité. En effet, il a été démontré que le micro-environnement tumoral et la 

vascularisation de la tumeur jouaient un rôle important dans la pénétration ou non (et donc 

l’efficacité) des anticancéreux (28). 

La personnalisation en oncologie passe par les adaptations de doses selon les 

caractéristiques du patient. Généralement les anticancéreux par voie orale (notamment les 

inhibiteurs de tyrosine kinase) ont été développés à dose fixe dans des essais cliniques 

comprenant souvent assez peu de patients. Ainsi une fois commercialisés et utilisés en vie réelle 

des évènements toxiques liés à une surexposition ou des échecs liés à une sous-exposition sont 

survenus, puisque ces médicaments ont souvent une relation exposition-réponse et exposition-

toxicité bien établie. Ces évènements sont les marqueurs de la variabilité interindividuelle, 

pouvant être liée à de multiples facteurs (poids, âge, sexe, biodisponibilité par voie orale, 

métabolisme, interactions médicamenteuses ou avec de la phytothérapie, observance au 

traitement…). Le suivi thérapeutique pharmacologique a donc un intérêt double : on recherche 

à la fois à optimiser l’efficacité des traitement utilisés, tout en limitant le risque de toxicité (29, 

30). 

Avec les progrès en génomique a émergé la pharmacogénomique, discipline permettant 

d’expliquer une part de variabilité d’ordre pharmacocinétique ou pharmacodynamique en 

fonction de l’expression des gènes au sein d’une population ou d’un individu. Ces progrès ont 

notamment permis d’améliorer la prise en charge des patients en oncologie en permettant de 

diminuer de manière anticipée les posologies pour certains anticancéreux afin d’en limiter leur 

toxicité chez les individus qui par exemple métaboliseraient moins bien ces médicaments. 

Néanmoins, de nombreux défis sont encore à relever dans ce domaine. Quelques exemples de 

tests pharmacogénétiques en oncologie et leurs indications sont présentés dans le 

tableau 1 (11, 31, 32).  

  



 17 

Tableau 1 : Tests pharmacogénétiques et médecine personnalisée en oncologie, d’après 
Marquet et al. (32) et Carr et al. (11) 

Test pharmacogénétique Indication 

UGT1A1*28 Risque de toxicité de l’irinotécan 

TPMT/NUDT15 Risque de toxicité de l’azathioprine et de la 

6-mercaptopurine 

DPYD Risque de toxicité du 5-FU et de la 

capécitabine 

UGT1A6 Doxorubicine et daunorubicine, risque 

augmenté de cardiotoxicité 

SLC28A3 Doxorubicine et daunorubicine, risque réduit 

de cardiotoxicité 

CYP2D6 Tamoxifène, risque de moins bonne survie 

chez les métaboliseurs lents (concentrations 

plasmatiques d’endoxifène plus basses) 

G6PD Risque d’hémolyse chez les patients recevant 

de la rasburicase en prévention du syndrome 

de lyse tumorale 

5-FU : 5-fluorouracile ; CYP2D6 : Cytochrome 2D6 ; DPYD : dihydropyrimidine 

déshydrogénase ; G6PD : glucose-6-phosphate déshydrogénase ; NUDT15 : Nudix hydrolase 

15 ; SLC28A3 : Solute Carrier Family 28 Member 3 ; TPMT : thiopurine S méthyltransférase ; 

UGT1A1 : UDP-glycosyltransférase 1 polypeptide A1 

 

La médecine de précision en oncologie fait aussi appel à l’utilisation de biomarqueurs 

permettant d’aider au diagnostic, ou à visée pronostique de la maladie, ainsi qu’à sélectionner 

les patients pouvant bénéficier de certains traitements et d’en suivre l’efficacité (13). Des 

avancées importantes ont également lieu en oncologie pédiatrique avec des essais cliniques 

basés sur des particularités génomiques des tumeurs comme ESMART en Europe, PROFYLE 

au Canada, ou NCI pediatric MATCH aux États-Unis (33). 

La revue de Ferrer et coll. souligne la variabilité interindividuelle importante des 

anticancéreux cytotoxiques, et déplore le peu d’études réalisées pour définir des cibles 

thérapeutiques d’exposition, bien que la relation PK-PD soit établie.  Les auteurs soulignent 

aussi que les thérapies ciblées par voie orale ont des relations dose-exposition-effet bien 

établies, souvent un index thérapeutique étroit, et sont aussi victimes d’une importante 
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variabilité interindividuelle (souvent plus importante que celle des anticancéreux par voie 

injectable, notamment à cause de la variabilité liée à la biodisponibilité par voie orale) (5). Elle 

serait selon la revue de la littérature de Groenland et coll. entre 24 et 84% selon les molécules. 

Les auteurs soulignent d’ailleurs que pour les thérapies ciblées en oncologie, il ne suffit pas de 

donner le bon médicament, il faut aussi donner la bonne dose : cela justifie totalement une 

approche par suivi thérapeutique pharmacologique pour adapter les posologies à chaque 

patient (6). Un éditorial paru dans le journal Clinical Pharmacology and Therapeutics souligne 

l’intérêt pour personnaliser la prise en charge des patients de la convergence entre la 

pharmacologie quantitative de système (les modèles pharmacologiques mécanistiques) et les 

approches statistiques issues de l’IA comme l’apprentissage machine à l’aune de l’avènement 

des « omiques » et de la disponibilité des données massives en oncologie (14).  

Enfin, une revue systématique de la littérature sur l’évaluation économique du STP pour 

les traitements anticancéreux a retrouvé que cette intervention était coût-efficace pour plusieurs 

molécules (notamment 5-fluorouracile, imatinib), dans plusieurs types de cancers (cancers 

solides digestifs et cancers hématologiques) (34). De nombreux outils informatiques sont 

aujourd’hui disponibles pour réaliser un suivi thérapeutique pharmacologique basé sur des 

modèles (35). 

 

Pourquoi individualiser les thérapeutiques ?  
 

Cette question est d’une importance cruciale, la réponse permettant de comprendre à la 

fois l’intérêt d’individualiser les thérapeutiques, les moyens qui vont être mis en œuvre, et la 

démarche intellectuelle pour y parvenir. Nous y répondrons plus particulièrement pour le 

domaine de l’oncologie.  

Premièrement, il n’y a pas un cancer, mais des cancers. Il s’agit de pathologies très 

hétérogènes (d’où le besoin d’en réaliser des classifications). Le traitement doit donc être 

adapté à chaque maladie en termes de nature et de stade.  

Deuxièmement, pour des raisons de variabilité liée au(x) patient(s). Comme nous l’avons 

évoqué plus haut les patients sont soumis à une variabilité à la fois inter- et intra-individuelle 

vis-à-vis des traitements anticancéreux. La grande majorité des anticancéreux étant à marge 

thérapeutique étroite (voir Figure 1), il est donc très important d’ajuster la dose pour que 

l’exposition du patient soit satisfaisante. On pourra ainsi maximiser les chances de succès du 

traitement tout en minimisant le risque toxique (relation dose-exposition, exposition-effet, 

exposition-toxicité) (36).  
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Figure 1: Illustration du concept de médicament à marge thérapeutique étroite 

 

Les modèles d’individualisation des thérapeutiques 
 

Il existe plusieurs méthodes pour modéliser la relation dose-exposition-effet/toxicité. 

Nous allons en décrire quelques-unes en partant des plus simples pour aller vers les plus 

complexes. Ces approches sont résumées sur la Figure 2.  

Des nomogrammes peuvent être établis à partir de données observationnelles, puis en 

réalisant des modèles (qui peuvent être complexes, comme des modèles pharmacocinétiques 

de population). Un consortium français en a établi un permettant de guider les doses de busulfan 

en oncohématologie pédiatrique en fonction du poids des patients (37).  

Les modèles pharmacocinétiques de population (PK-pop) paramétriques et non-

paramétriques, sont détaillés dans le chapitre 2 au niveau des méthodes de modélisation et de 

leur champ d’application.  

Les modèles K-PD permettent de caractériser la cinétique d’action d’un médicament sans 

disposer de données pharmacocinétiques. On estime que la dose administrée, en fonction du 

temps, permet à elle seule de comprendre la pharmacodynamique sans nécessité de disposer de 

concentrations. Ces modèles sont moins informatifs sur la pharmacocinétique du médicament 

et sa variabilité, mais ils sont utilisables lorsqu’on ne peut pas doser le médicament pour des 

raisons techniques ou organisationnelles (38).  
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Les modèles PK-PD sont des modèles qui relient les concentrations en médicaments au 

cours du temps dans l’organisme (généralement le sang pour des facilités de prélèvement) et 

les relient à un ou plusieurs évènements traduisant l’effet du médicament (par exemple une 

modification de la pression artérielle, de la taille d’une tumeur, de la douleur évaluée par une 

échelle visuelle analogique, l’évolution d’un biomarqueur…) (39, 40).  

Les modèles PB-PK (physiology-based pharmacokinetics) ont pour vocation de décrire 

quantitativement le devenir de médicaments dans l’organisme de mammifères, et de simuler 

l’évolution des concentrations au cours du temps au niveau des différents organes, tissus, et 

liquides biologiques. Ces modèles mécanistiques sont à visée prédictive et basés sur des 

connaissances validées, contrairement aux modèles pharmacocinétiques compartimentaux qui 

sont généralement plutôt descriptifs, empiriques et basés sur des données. Les modèles PB-PK 

sont d’un intérêt tout particulier en oncologie où l’on cherche à ce que l’anticancéreux atteigne 

une concentration suffisante au niveau de la tumeur. En effet, les concentrations 

médicamenteuses au niveau tumoral ne sont pas toujours corrélées aux doses administrées ou 

aux concentrations plasmatiques (36, 41). 

Le but ultime est ce que l’on appelle la pharmacologie de systèmes, qui consiste en la 

combinaison de modèles basés sur la physiologie (PB-PK), de modèles pharmacocinétiques et 

pharmacodynamiques (PK-PD), de modèles pathologiques, et des interactions entre ces 

différents systèmes afin de réaliser des simulations et des prédictions (42). 
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Figure 2 : Les différentes approches et modèles pharmacocinétiques pour l’individualisation 

des thérapeutiques. 
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La transplantation de cellules souches hématopoïétiques 

 

La transplantation de cellules souches hématopoïétiques (TCSH) a une histoire assez 

récente dans l’histoire de la médecine. Elle a commencé à émerger dans les années 1950 après 

les travaux sur modèles murins de Léon Jacobson et de son équipe, démontrant la survie des 

animaux après irradiations importantes en protégeant la rate et le fémur (43), et les travaux de 

Lorenz et de son équipe démontrant un effet protecteur des transfusions de moelle osseuse vis-

à-vis des radiations ionisantes (44). Le lien entre les cellules souches hématopoïétiques 

transplantées et la protection des radiations ionisantes a été établi peu après par deux équipes 

(Barnes et Loutit, Main et Prehn) (45, 46). On distingue deux principales procédures de TCSH : 

la TCSH allogénique (les cellules proviennent d’un donneur extérieur compatible, une 

immunosuppression est nécessaire en post-greffe), et la TCSH autologue (les cellules 

transplantées sont celles du patient, prélevées avant l’étape de conditionnement, il n’y a pas 

besoin d’immunosuppression en post-greffe) (47). Les premiers essais chez l’homme n’ont été 

menés que vers le milieu des années 1950 par E. Donnall Thomas et son équipe, et toutes les 

tentatives de TCSH allogéniques sont restées vouées à l’échec jusqu’à la découverte du 

complexe majeur d’histocompatibilité (CMH) par Jean Dausset, et la découverte de 

médicaments permettant une myéloablation importante (48-55). Ce sont d’abord le busulfan et 

le cyclophosphamide qui ont été utilisés (56), puis des protocoles de conditionnement à hautes 

doses associant irradiations du corps entier et chimiothérapies à base d’agents alkylants ou de 

cyclophosphamide (52, 57-61). Ensuite, le problème de la maladie du greffon contre l’hôte 

(graft-versus-host disease, ou GVHD en anglais) a rapidement émergé dans les transplantations 

allogéniques, ternissant le succès de la TCSH. Des moyens médicamenteux de prévention de 

la GVHD ont alors été mis en place pour les TCSH allogéniques. Le méthotrexate a été le 

premier médicament utilisé, puis les anticalcineurines (ciclosporine et tacrolimus) lui furent 

associés (62-64). Le nombre de TCSH n’a cessé de croître en Europe depuis le début des années 

2000 (voir Figure 3). Nous nous concentrerons sur la TCSH allogénique au cours de ce travail.  
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Figure 3 : Évolution du nombre de transplantations de cellules souches hématopoïétiques en 

Europe entre 2001 et 2018 (données issues des rapports de l’EBMT) (65-82). 

 
Les indications de TCSH peuvent être des pathologies malignes (hémopathies comme 

les leucémies, lymphomes) ou non malignes (par exemple aplasies médullaires idiopathiques 

ou hémoglobinopathies comme la drépanocytose et les thalassémies) (83). 

La TCSH se déroule en 3 principales phases : le conditionnement, le prélèvement du 

greffon, et sa transfusion. En cas de TCSH allogénique, une immunosuppression dans les suites 

est nécessaire.  

Le conditionnement préalable à la TCSH a pour objectif une myélosuppression du patient 

(afin de réduire le risque de rejet), l’éradication d’éventuelles cellules cancéreuses résiduelles 

après chimiothérapie, et la facilitation de la prise de greffe en créant de l’espace au niveau 

médullaire (83, 84). Il comprend généralement des agents de chimiothérapie alkylants (parmi 

lesquels le busulfan, le cyclophosphamide, et la fludarabine) pouvant être associés à une 

irradiation corporelle totale (56, 61, 85). 

La greffe en elle-même consiste à prélever les CSH du donneur (crête iliaque ou 

cytaphérèse après stimulation de l’hématopoïèse grâce à des facteurs de croissance type G-

CSF) puis le prélèvement subit plusieurs étapes de contrôles et de concentration ou dilution 

avant d’être transfusé au patient receveur (83, 84, 86-89). 

Le but de l’immunosuppression post-greffe est double : prévenir la réaction du greffon 

contre l’hôte (GVHD) et le rejet de greffe. La principale molécule utilisée à cet effet est la 
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ciclosporine, un anticalcineurine (parfois remplacée par le tacrolimus, appartenant à la même 

classe pharmaco-thérapeutique). D’autres médicaments peuvent parfois être adjoints comme 

du sérum anti-lymphocytaire, du méthotrexate, des corticoïdes, ou du mycophénolate 

mofétil (90-94). Concernant les pathologies malignes, il est recommandé une décroissance de 

l’immunosuppression par anticalcineurines à la fin du 2ème mois post-TCSH si le patient n’a 

pas présenté de GVHD et un arrêt lors du 3ème mois post-TCSH (95). De nombreuses 

complications peuvent émailler le parcours du patient pédiatrique en oncohématologie, et 

seront développées dans le prochain paragraphe. 
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Défis particuliers de l’oncohématologie pédiatrique 

 

Plusieurs aspects sont à prendre en compte quant aux défis liés à l’oncohématologie 

pédiatrique, mais nous nous concentrerons ici sur ceux liés à la thérapeutique. Il s’agit 

principalement de complications liées à l’index thérapeutique étroit des médicaments utilisés, 

à leur importante toxicité, et aux variabilités inter- et intra-individuelles encore plus marquées 

en pédiatrie que chez l’adulte (96-99). 

Premièrement, le syndrome d’obstruction sinusoïdal (SOS), appelée auparavant maladie 

veino-occlusive du foie (MVO) est une atteinte hépatique qui survient lors d’un surdosage en 

busulfan, chimiothérapie utilisée dans les protocoles de conditionnement de TCSH. Ce 

syndrome peut se compliquer d’une insuffisance hépatique, voire d’une insuffisance rénale (83, 

84). Sa survenue a été reliée à une exposition trop importante au médicament (aire sous la 

courbe des concentrations plasmatiques, AUC), tandis qu’une exposition trop faible a été reliée 

à un échec de la TCSH (8, 100). Assurer une juste exposition du patient au busulfan est donc 

primordial afin de limiter le risque de survenue de ces complications. 

La seconde grande complication des TCSH est la réaction du greffon contre l’hôte 

(GVHD). On en distingue 2 types, la GVHD aiguë (aGVHD) et la GVHD chronique (cGVHD). 

La première survient dans les 100 premiers jours après TCSH, et la seconde après les 100 

premiers jours. Concernant la aGVHD, les principaux organes touchés sont la peau, les 

intestins et le foie avec 4 grades de sévérité, tandis que la cGVHD peut se manifester par une 

atteinte pulmonaire, digestive, articulaire, oculaire, médullaire (83, 84, 101-103). Une faible 

aGVHD peut être recherchée lorsque la TCSH a pour indication une hémopathie maligne : on 

parle d’effet graft-versus-leukemia (greffon contre la leucémie, GVL) où les cellules 

immunitaires du donneur (lymphocytes natural killer ou NK) vont induire une réponse 

immunitaire sur d’éventuelles cellules leucémiques résiduelles, ce qui réduit le risque de 

rechute post-greffe (9, 84, 86). Le traitement de la maladie du greffon contre l’hôte consiste en 

une thérapie immunosuppressive, induisant une immunodépression profonde pouvant menacer 

la survie des patients en les surexposant au risque infectieux (83, 84, 104-106). Des stratégies 

de prévention de la GVHD se sont développées, faisant appel principalement à la ciclosporine 

A (CsA), ou parfois à un autre anticalcineurine le tacrolimus, pouvant être associés ou non à 

d’autres immunosuppresseurs (sérum anti-lymphocytaire avant la TCSH, méthotrexate ou 

mycophénolate mofétil, parfois corticoïdes) (8, 9, 94, 107-109). La CsA est initialement 

administrée dès la veille de la TCSH par voie intraveineuse toutes les 12 heures à la posologie 
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usuelle de 3mg/kg/j si l’indication est une hémopathie maligne (afin de favoriser un effet GVL) 

et 5mg/kg/j pour les indications hors oncohématologie (9). Lorsque l’état du patient le permet, 

un relais par voie orale est réalisé, généralement en doublant la dernière posologie par voie 

intraveineuse (110). De nombreuses études démontrent que l’exposition des patients à la CsA 

(y compris précocement après la TCSH) est directement reliée à la survenue d’effets 

indésirables et d’aGVHD, et qu’une surveillance de cette exposition permet de réduire la 

mortalité due à cette complication (7, 9, 111-113). De plus, une surexposition à la CsA est aussi 

liée à la survenue d’effets indésirables (néphrotoxicité aiguë ou chronique, neurotoxicité, 

hypertension, troubles hydroélectrolytiques…) (91, 114, 115). 

Enfin, les complications liées au champ de la pédiatrie : il s’agit d’une population très 

hétérogène, donc sujette à une importante variabilité à la fois inter et intra-individuelle. Chacun 

comprendra qu’on ne peut pas traiter avec la même dose d’un même médicament un nouveau-

né de 6 mois, un enfant de 6 ans, et un adolescent de 16 ans, alors même que tous présentent 

une même pathologie onco-hématologique. Cela est dû aux modifications développementales 

qui s’opèrent avec la croissance, aux maturations et modifications de différentes fonctions 

physiologiques (rénale, hépatiques) et métaboliques (maturations enzymatiques, modifications 

hormonales) ayant un impact sur la pharmacocinétique et la pharmacodynamie des 

médicaments (modifications de l’absorption, de la distribution, du métabolisme et de 

l’élimination, modification de l’expression des récepteurs aux médicaments) : ce processus est 

appelé ontogénie, ou ontogénèse. Par exemple, les différentes isoformes de l’enzyme CYP450 

connaissent des modifications d’expression au cours du développement, avec une clairance 

métabolique maximale entre 2 et 10 ans, suivie d’une décroissance jusqu’à l’âge adulte. 

D’autres facteurs de variabilité sont aussi à prendre en compte, comme les polymorphismes 

génétiques pouvant exercer une influence sur l’expression et l’activité de ces enzymes (116, 

117). Cela constitue un réel défi pour modéliser et prédire la pharmacologie des différents 

traitements utilisés dans cette population (118).  

Ainsi, l’individualisation et le suivi thérapeutique pharmacologique des médicaments à 

marge thérapeutique étroite parmi lesquels le Bu et la CsA utilisés en oncohématologie, mais 

aussi d’autres anticancéreux, dans une population pédiatrique soumise à d’importants facteurs 

de variabilité à la fois interindividuels et intra-individuels, est une évidence et doit 

impérativement être mise en œuvre (91, 97, 119-125). 
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Depuis quelques années on remarque un essor important des méthodes issues de l’IA en 

santé, avec une massification et une complexification des données, plus précisément dans le 

domaine de l’oncologie (20, 126). Dès lors, il nous est apparu que ces méthodes, et notamment 

les réseaux bayésiens, pourraient présenter un intérêt dans l’individualisation des posologies 

pour les patients en situation clinique complexe comme les patients d’oncohématologie 

pédiatrique. C’est ce que nous développerons dans le second chapitre de cette première partie. 
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Chapitre 2 : De la problématique des données médicales au réseau bayésien 

 

Dans le deuxième chapitre de cette thèse, nous aborderons quelques généralités sur les 

données de santé, leur modélisation, les différentes méthodes disponibles et la validation des 

modèles, puis nous nous attarderons plus spécifiquement sur un type de modèles issus de 

l’intelligence artificielle et utilisés pour la suite de ce travail, les réseaux bayésiens. Nous 

verrons ensuite les perspectives quant à l’utilisation des réseaux bayésiens pour 

l’individualisation des thérapeutiques et l’adaptation des posologies de médicaments. 

 

Les données en médecine 
 

Les données de santé sont très nombreuses, volumineuses, hétérogènes, et bruitées (15). 

Depuis quelques années nous avons aussi assisté à une massification des données en médecine, 

notamment avec l’avènement des « omiques » (génomique, transcriptomique, 

immunogénomique, pharmacogénomique, protéomique, métabolomique, etc…) (127). Ces 

données étant de plus en plus massives, l’être humain ne peut pas toutes les analyser dans un 

temps raisonnable et doit faire appel aux outils informatiques. La dimension des données est 

parfois trop importante et des techniques de réduction de la dimension de ces données ont dû 

être développées (128). Par exemple, une technique simple et bien connue en statistiques est 

l’analyse en composante principale. Cette méthode permet de combiner linéairement des 

variables explicatives (129). D’autres méthodes plus complexes ont été développées comme le 

t-SNE (t-distributed Stochastic Neighbor Embedding) qui utilise une approche de 

transformation non-linéaire sur des données de haute dimension pour les réduire à 2 ou 3 

dimensions (129, 130). La nature des données de santé est aussi très hétérogène (variables 

continues, discrètes, catégorielles), elles sont souvent issues de mesures, d’expérimentations, 

ou d’évaluations cliniques, donc soumises à des biais et une variabilité analytique ou 

d’évaluation (part de subjectivité de l’évaluateur), et s’accompagnent d’un bruit de fond 

pouvant être important. De plus, l’information brute issue de plusieurs variables peut être 

agrégée au sein de scores (que l'on peut qualifier de métavariables). Une autre problématique 

est celle des données non structurées : il y a une nécessité à structurer les données de santé pour 

faciliter leur analyse au travers des outils informatiques. Par exemple, les compte-rendu 

biomédicaux sont généralement constitués de texte non structuré. Des méthodes d’analyse 

textuelle (text-mining) ont été développées afin de rendre ces données utilisables et 

analysables (131). Enfin, la variabilité des pratiques, des sujets, et des pathologies participe 
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aussi à l’hétérogénéité des données. Une des difficultés majeures est donc de disposer des 

données les plus exhaustives et les plus larges possibles afin qu’elles soient représentatives de 

la population (132). Cela est particulièrement délicat lorsqu’on essaye de développer des 

modèles diagnostiques dans le cas de maladies rares, puisque les individus malades sont 

beaucoup moins nombreux que les individus sains, donc l’accès à des données exhaustives et 

représentatives de la population malade est plus difficile. 

Les données manquantes font partie de l’un des plus importants écueils des données de 

santé. En effet, ces données étant liées au vivant, et étant majoritairement ce que l’on nomme 

des données de « vie réelle » (en anglais « real world data »), il y a forcément une part de 

hasard, d’inconnu qui peut aboutir à une impossibilité de mesure ou d’évaluation, donc à des 

données manquantes. Cela est particulièrement le cas lorsque les données sont recueillies de 

manière rétrospective. Aussi, l’étude des données manquantes et de leur imputation est un 

domaine d’étude à part entière. On distingue trois grands types de données manquantes : les 

données manquantes complètement au hasard (missing completely at random ou MCAR) ne 

dépendent ni de leur propre valeur, ni de celle d’autres variable ; les données manquantes au 

hasard (missing at random, ou MAR) ne dépendent pas de leur propre valeur, 

conditionnellement aux autres variables observées (ce sont les plus courantes en médecine); 

les données manquantes non dues au hasard (missing not at random ou MNAR) la probabilité 

de les observer dépend de leur valeur (133, 134). Il existe de multiples façons de gérer les 

données manquantes. Les plus simples sont de supprimer les individus avec des données 

manquantes (analyse des cas complets), ou des variables si la proportion de données 

manquantes est trop importante, mais dans ce cas on risque de perdre une partie de 

l’information pour l’analyse. Les résultats peuvent s’en retrouver biaisés, puisque si des 

individus ont des données manquantes cela peut ne pas être dû au hasard (catégorie sociale 

particulière, gravité de la pathologie…). On introduit alors un biais de sélection, et les données 

analysées ne sont plus représentatives de celles de la population initiale. C’est là que 

l’imputation des données manquantes prend sens.  Beaulieu-Jones et coll. dégagent 3 grandes 

catégories de méthodes d’imputation : les méthodes déterministes (imputation par la moyenne, 

la médiane, le mode, méthode des k plus proches voisins, imputation par la dernière donnée 

disponible dans les bases de données longitudinales) qui risquent de sous-estimer la variance 

si trop de données sont manquantes, les méthodes déterministes sophistiquées, et enfin les 

méthodes stochastiques permettant l’imputation multiple (comme les forêts aléatoires) (135, 

136). L’imputation multiple prédit les données manquantes d’après les autres données 

disponibles chez un même patient, elle a été théorisée par Rubin en 1987. Elle permet d’obtenir 
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des résultats non biaisés lorsque les données manquantes sont dues au hasard (MAR), et de 

tenir compte de l’incertitude sur les données imputées en répétant le processus d’imputation de 

manière itérative (136, 137). La Figure 4 donne une illustration de ce processus. 

 

 
Figure 4 : Résumé du processus d’imputation multiple, d’après (138). 

 

D’autres difficultés sont liées à l’analyse et à la modélisation des données de santé. Il 

s’agit des multi-colinéarités, des effets non identifiables en regardant uniquement les 

dépendances simples (aussi appelés XOR), des effets de seuil, et de tout ce qui a trait à la 

subjectivité (mesure du ressenti d’un phénomène, mais non du phénomène en lui-même). 

Premièrement, la colinéarité (ou la multi-colinéarité) entre deux ou plusieurs variables signifie 

qu’il existe une relation linéaire entre elles. Il ne faut pas la confondre avec la corrélation qui 

est un cas particulier de la multi-colinéarité (colinéarité entre deux variables), alors que la 

multi-colinéarité peut exister entre une variable et une combinaison linéaire de plusieurs autres. 

Par exemple, dans un modèle de régression linéaire multiple, en cas de multicolinéarité il sera 

impossible de faire varier seulement une des variables afin de voir son effet sur la variable 

d’intérêt tout en maintenant les autres constantes. Les estimations des paramètres du modèle 

seront moins précises (marge d’erreur plus importante). Le phénomène de multicolinéarité pose 

problème dans tous les modèles linéaires généralisés, y compris dans la régression logistique 

(139). Deuxièmement, la fonction « ou exclusif » aussi appelée XOR (exclusive OR) est 

illustrée dans le tableau ci-dessous (Tableau 2). Dans cet exemple, on considère 2 variables a 

et b pouvant prendre la valeur 0 ou 1. La fonction X (ou exclusive) prendra la valeur 1 si a ou 

Analyse
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b valent un, et si leur valeur est différente l’une de l’autre. Ce concept permet de prendre 

conscience de la complexité de la relation qui peut exister entre deux ou plusieurs variables. 

En effet lorsqu’on réalise une analyse bivariée on peut manquer des relations, ou en créer des 

factices. Par exemple en pharmacologie les molécules dites agonistes antagonistes (ou 

agonistes partiels) peuvent se comporter soit comme des agonistes en activant un récepteur si 

elles sont seules, soit comme des antagonistes si elles sont en présence d’une autre molécule. 

C’est le cas de la buprénorphine qui agit comme un agoniste des récepteurs opiacés lorsqu’elle 

est seule, mais comme un antagoniste de ceux-ci en présence de morphine. 

 

Tableau 2 : Exemple illustrant la fonction ou exclusif (XOR) 

 
a b X 

0 0 0 

1 0 1 

0 1 1 

1 1 0 

 

Troisièmement, les effets de seuils. Ils sont bien connus en médecine et décrits à travers 

de nombreux exemples. L’un d’eux, publié en 1994 démontre l’existence d’un effet de seuil 

entre l’exposition passive aux fumées de tabac et le faible poids à la naissance des enfants de 

mères exposées (140). Les effets de seuil sont aussi très présents en pharmacologie, avec 

l’activation de récepteurs ou de cascades de signalisation uniquement si une certaine 

concentration en molécule pharmacologiquement active est atteinte. Quatrièmement, la mesure 

du ressenti d’un phénomène est parfois la seule solution possible, le phénomène en lui-même 

n’étant pas (ou difficilement) mesurable. Cela introduit une part de subjectivité, et donc une 

variabilité, un bruit de fond dans la captation du phénomène. L’exemple type est celui de la 

douleur : on ne peut pas la mesurer directement, donc on utilise généralement des échelles 

visuelles analogiques (EVA) afin de mesurer le ressenti du patient vis-à-vis de sa douleur. 

En somme, en biologie, en médecine, et plus généralement en santé nous voyons que les 

relations entre les différentes variables que l’on considère peuvent être très complexes : non 

linéaires, non continues, ne variant pas toujours dans le même sens, avec des effets de seuil, et 

qu’il n’est pas toujours possible de mesurer tous les phénomènes directement (obligation de 
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passer par d’autres variables pouvant comporter une part de subjectivité et/ou d’imprécision 

dans la mesure du phénomène). 

Toutes ces difficultés démontrent l’intérêt de disposer d’une heuristique robuste pour la 

modélisation des données de santé, sans hypothèse a priori sur la nature des relations entre les 

variables afin de pouvoir capter et restituer les phénomènes et l’information au mieux au sein 

des modèles. 

Enfin, la dernière problématique liée aux données de santé concerne la dimension éthique 

de la collecte de ces données. En effet, le patient devrait être informé du recueil, de l’objectif, 

et de l’utilisation de ses données personnelles. Celles-ci devront aussi être dûment anonymisées 

afin de limiter tout risque de remonter à l’identité du patient et d’en faire une utilisation 

frauduleuse ou commerciale (132).  
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La modélisation des données biomédicales 
 

Jean-Marie Legay, chercheur français en modélisation, a énoncé en 1976 que la 

description du monde biologique avait à peine commencé et qu’une description multivariée 

n’était pas envisagée comme objectif de recherche tant les données à disposition étaient 

pauvres, anarchiques, ou obtenues « par accident » (141). Depuis, de nombreux progrès ont été 

réalisés en informatique et dans la collecte des données produites par nous-mêmes et notre 

environnement, permettant parallèlement des progrès dans le domaine de la modélisation et la 

définition d’objectifs plus ambitieux. Nous aborderons dans ce chapitre les modèles et la 

modélisation, notamment des données biomédicales.  

Qu’est-ce qu’un modèle ? Qu’est-ce que la modélisation ? Comment modéliser ? 

Pourquoi modéliser ? Voilà autant de questions au travers desquelles nous allons modestement 

tenter de guider le lecteur dans les paragraphes qui vont suivre.  

Tout d’abord, qu’est-ce qu’un modèle ? Au sens épistémologique, un modèle peut 

désigner deux choses : soit l’objet ou le phénomène que l’on souhaite reproduire ou représenter, 

soit la reproduction ou la représentation en elle-même. Dans notre cas, nous considérerons la 

seconde. Franck Varenne définit les modèles comme étant « des constructions matérielles ou 

formelles servant à représenter quelque chose de réel ou de fictif ». Cependant il existe une 

telle diversité de modèles, et le domaine de la modélisation étant en constante évolution, qu’il 

serait hasardeux d’en donner une définition figée faisant consensus (142).  

Ensuite, qu’est-ce que la modélisation ? On peut la définir comme l’ensemble des 

processus qui interviennent dans la construction d’un modèle. La modélisation a pour but de 

répondre à une ou plusieurs questions, il s’agit d’un moyen, d’un outil, et non d’une fin en soi.  

Comment modéliser ? On peut découper le processus de modélisation en plusieurs 

étapes : définir un objectif, les objets sur lesquels vont porter le modèle, les hypothèses sur 

lesquelles est bâti le modèle (dont est responsable le modélisateur), puis le choix de la méthode 

de modélisation et la mise en application (143). 

L’évolution de l’informatique a grandement participé au développement de la 

modélisation faisant appel aux calculs (physiques, mathématiques…), et à l’utilisation de 

grandes quantités de données. Cela a permis l’appréhension de systèmes complexes, tant par 

le nombre d’interactions en leur sein que la multiplicité des échelles et de la temporalité des 

évènements (144). Nous pouvons citer en exemple la pharmacologie de systèmes, déjà évoquée 

en première partie.  
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Pourquoi modéliser ? Comme nous l’avons énoncé précédemment, la modélisation sert 

à répondre à une ou plusieurs questions avec des objectifs définis. Comme l’a énoncé Georges 

Box, statisticien britannique du XXème siècle, la maxime « all models are wrong, but some are 

useful » que l’on pourrait traduire par « tous les modèles sont faux, mais certains sont utiles » 

résume assez bien la philosophie de la modélisation, la modestie dont doit faire preuve le 

modélisateur, et le discernement qui doit guider l’utilisateur de modèles. Un modèle peut être 

descriptif et ainsi faciliter la visualisation d’un phénomène, d’un système complexe, ou d’un 

résultat d’expérience (par exemple une maquette du système solaire, ou un modèle animal dans 

le cadre de tests de médicaments). Un modèle peut aussi être explicatif : il s’agit de rendre 

intelligibles et compréhensibles les interactions qui peuvent exister au sein d’un système 

complexe (on peut citer en exemple un modèle de fonctionnement d’une cellule). Enfin, un 

modèle peut avoir vocation à réaliser des prédictions, par exemple dans le cadre d’un 

phénomène que l’on peut observer, mesurer, ou détecter (modèles météorologiques, modèles 

pharmacocinétiques). Armate et Dahan Dalmedico décrivent les modèles comme étant « des 

outils pour comprendre, décrire, ou explorer le comportement d’un système ». Ils concluent 

que les débats critiques autour de la modélisation doivent prendre en compte les divergences 

entre modèles, et l’existence de nombreuses possibilités de modèles différents pour un même 

système complexe et une même problématique. Ils alertent aussi sur les effets de séduction 

pouvant être exercés par certains modèles (144). 

Si l’on se concentre sur le champ d’étude des données biomédicales, certaines 

problématiques particulières sont à prendre en compte : les données peuvent être rares (c’est le 

cas pour tout ce qui concerne les maladies rares, ou les données difficiles à collecter), et dans 

une cohorte d’individus étudiée les malades peuvent être beaucoup moins nombreux que les 

individus sains. Nous parlons dans ce cas de données déséquilibrées (en anglais imbalanced 

data). En classification il s’agit de jeux de données dans lesquels la classe d’intérêt est sous-

représentée par rapport à une ou plusieurs autres classes. Les algorithmes d’apprentissage 

machine ont alors beaucoup de mal à classifier correctement, avec un biais orienté vers la classe 

la plus représentée. Deux principales approches sont possibles pour gérer cette problématique : 

la création de nouveaux algorithmes d’apprentissage machine ou la modification d’algorithmes 

existants, et le rééchantillonnage qui permet d’obtenir un ou plusieurs nouveaux jeux de 

données d’apprentissage avec des distributions de classes équilibrées (on peut par exemple soit 

enlever des données parmi la ou les classes majoritaires, soit dupliquer des données de la classe 

minoritaire, avec des risques de perte d’information pour le premier et de surapprentissage pour 

le second). Il est aussi possible de générer des données synthétiques via divers algorithmes afin 
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de rééquilibrer le jeu de données. L’objectif final de ces méthodes est d’améliorer les capacités 

de classification du modèle (145, 146). Avant de poursuivre, le mot algorithme doit être défini : 

il s’agit pour l’Académie Française d’une « méthode de calcul qui indique la démarche à suivre 

pour résoudre une série de problèmes équivalents en appliquant dans un ordre précis une suite 

finie de règles ». 

Avec les méthodes issues de l’IA et les systèmes experts, modéliser les données signifie 

qu’un algorithme intervient. Le choix de l’algorithme est important, et plusieurs peuvent 

(doivent) être testés et comparés. En revanche en médecine, les variables qui sont inclues dans 

le modèle dépendent généralement d’une connaissance a priori. La qualité de cette 

connaissance a priori est extrêmement importante afin de bien identifier le signal d’intérêt au 

sein des données par rapport au bruit de fond qui peut exister (129). 

La qualité des données qui sont utilisées pour modéliser est aussi capitale. Cela est illustré 

par le concept « Garbage in, garbage out » : si les données d’entrée du modèle sont de mauvaise 

qualité, alors les résultats à la sortie du modèle le seront aussi (147).  

Le processus global de modélisation des données biomédicales, allant jusqu’à la 

validation du modèle, son évaluation, son utilisabilité par les cliniciens et son enregistrement 

auprès des autorités compétentes est illustré dans la Figure 5. 

 
Figure 5 : Illustration de la modélisation des données biomédicales, de la définition de la 
problématique au déploiement clinique, adapté d’après (15). 
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Les méthodes de modélisation : paramétriques, semi-paramétriques, non-
paramétriques 
 
Théorie 
 

Plusieurs classifications des méthodes de modélisation existent. Tout d’abord on peut 

discerner les modèles déterministes pour lesquels un état donné donnera une conséquence 

donnée, et les modèles probabilistes pour lesquels un état donné donnera une distribution de 

probabilités des conséquences possibles.  

En statistiques les méthodes de modélisation peuvent être divisées en 3 groupes : 

paramétriques, semi-paramétriques, et non-paramétriques. Les modèles paramétriques 

permettent de souligner les mécanismes d’un phénomène. Les paramètres du modèle 

représentent des phénomènes réalistes et mesurables, qui peuvent être interprétés et manipulés 

expérimentalement. Les paramètres du système sont résumés par des fonctions et un nombre 

fini de paramètres, les lois de probabilités sont connues. Concernant les méthodes non-

paramétriques, les données d’entrée et de sortie du modèle sont directement reliées (148). Ces 

modèles ne se basent pas sur les paramètres pour estimer les distributions de probabilités, les 

rendant plus flexibles et limitant le risque de biais. En revanche, le nombre d’observations 

nécessaires pour obtenir une estimation satisfaisante est plus important. Enfin, les modèles 

semi-paramétriques, parfois aussi appelés modèles de mélange, font appel à la fois à des 

paramètres, des fonctions, et à des distributions de probabilités. 

Les modèles paramétriques présentent certaines limites :  

 Ils font appel à des connaissances a priori et des hypothèses fortes (par exemple un 

modèle linéaire), aboutissant donc parfois à des modèles arbitraires et/ou incomplets 

 Ils sont généralement construits à partir de protocoles expérimentaux avec peu de 

données d’entrée et de sortie afin de contraindre le modèle. Cela peut engendrer des 

biais, particulièrement pour les systèmes non-linéaires. 

Les modèles paramétriques présentent aussi certains avantages : 

 L’extrapolation est plus aisée avec ce type de modèles 

 L’interprétation des phénomènes agissant sur le système est plus facile 

Concernant les modèles non-paramétriques, leurs intérêts sont : 

 L’utilisation de vastes données en entrée du modèle 

 Une moindre sensibilité aux valeurs aberrantes (via la discrétisation) 

 L’absence d’hypothèse, ou des hypothèses très générales, permettant de les appliquer à 
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des phénomènes non-linéaires (148) 

Les inconvénients des méthodes non-paramétriques sont :  

 La difficulté d’interprétation des phénomènes sous-jacents, puisque les paramètres du 

modèle n’y sont pas directement reliés 

 La nécessité de discrétiser les données, qui peut causer une perte d’information 

 Le sur-échantillonnage et le sous-échantillonnage, qui peuvent introduire du bruit de 

fond 

 Le risque de redondance lorsque le nombre de variables dans le modèle est 

important (148) 

Des difficultés communes à ces deux approches de modélisation existent, et peuvent être 

gérées par différents moyens. Nous citerons quelques grands types de difficultés comme les 

causes cachées, le XOR (évoqué plus haut), l’incertitude sur la continuité des phénomènes 

observés, et les associations ou absences d’associations liées aux phénomènes multivariés.  

Parmi les outils paramétriques qui permettent de répondre à ces défis on pourra citer les 

équations structurelles. Concernant les outils non-paramétriques, pour gérer le XOR on peut 

réaliser des associations locales (par exemple 2, théorème de Bayes et probabilités 

conditionnelles, Z de Ducher). 

Les systèmes chaotiques représentent un autre défi pour ces deux types de modélisation. 

Ils sont très sensibles aux conditions initiales, et composés de signaux ne pouvant être décrits 

ni de manière déterministe ni de manière probabiliste. Les systèmes chaotiques sont très 

difficiles à modéliser, les modèles faisant appel aux notions de trajectoires et 

d’attracteurs (149).  

 
Champs d’application 
 

Les méthodes de modélisation évoquées ci-dessus sont utilisées dans de nombreux 

domaines : statistique, pharmacocinétique, apprentissage machine et fouille de données.  

L’exemple d’application le plus simple de méthodes paramétriques et non-paramétriques 

est en statistiques, lorsqu’on veut comparer la moyenne d’une variable entre deux groupes : on 

peut soit réaliser un test de Student, qui est un test paramétrique faisant l’hypothèse d’une 

distribution gaussienne de la variable en question, soit utiliser un test de Mann-Whitney, non-

paramétrique, qui ne fait pas d’hypothèse de distribution a priori.  
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On peut utiliser des modèles de liaison basés sur la covariance : corrélation linéaire, 

autocorrélation, intercorrélation, et corrélation non-paramétrique ; des modèles probabilistes 

cachés de Markov (Hidden Markov) dans lesquels l’évolution future d’un processus aléatoire 

de Markov dépend uniquement de l’état présent et non du passé. On peut définir des processus 

de Markov plus élaborés d’ordre n lorsque l’état futur dépend des n états précédents. Enfin, en 

statistiques sont souvent utilisées des mesures globales d’association (comme le coefficient de 

corrélation de Pearson qui est basé sur la variance), ou des mesures d’association locale 

(coefficient Z de Ducher). 

En pharmacocinétique de population (PK-pop) les écoles de modélisation paramétrique 

et non paramétriques s’affrontent également. La PK-pop a pour objectif d’estimer l’absorption, 

la distribution, le métabolisme, et l’élimination d’une substance pharmacologique, ainsi que 

leur variabilité dans une population d’intérêt en utilisant des mesures de concentrations chez 

les sujets de cette population. Les approches paramétriques de PK-pop utilisent des modèles 

non-linéaires à effets mixtes associant des effets fixes dans la population et une part d’effets 

aléatoires (représentant la variabilité). Le principe étant d’après les données disponibles 

d’identifier un modèle structurel (on parle de modèle compartimental, avec des compartiments 

théoriques et des échanges entre ceux-ci), et d’estimer au mieux les paramètres des effets fixes 

et aléatoires, en faisant une hypothèse sur la distribution des paramètres PK (normale, log-

normale…). L’incertitude est matérialisée par un terme d’erreur (il est souvent additionnel ou 

proportionnel en PK-pop). L’influence de différentes covariables sur les paramètres du modèle 

peut être testée, et selon un seuil de significativité ces covariables peuvent être inclues ou non 

dans le modèle. Les différents modèles peuvent être comparés selon des métriques basées sur 

la vraisemblance comme la fonction objective ou le critère d’information d’Akaike, et en 

appliquant le principe de parcimonie (on retient le modèle le plus simple et le plus performant). 

Parmi les limites de ces modèles on pourra citer le fait qu’ils sont toujours des simplifications 

de la réalité, que plusieurs modèles différents peuvent décrire de manière adéquate les mêmes 

données, et qu’ils s’appuient sur des hypothèses fortes quant à la distribution des paramètres 

PK (150). Dans les approches PK-pop non-paramétriques aucune hypothèse n’est émise quant 

à la distribution des paramètres du modèle. Cette distribution est supposée discrète, sans forme 

prédéfinie, et est représentée sous la forme de « points de support ». Concernant le terme 

d’erreur il est composé de l’erreur analytique et d’une erreur liée aux autres sources possibles 

de bruit de fond. Il est aussi possible avec ces modèles de tester l’ajout de covariables, et les 

métriques utilisées pour comparer les modèles obtenus sont identiques aux méthodes 

paramétriques (151). En PK-pop l’intérêt des méthodes non-paramétriques est principalement, 
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du fait de l’absence d’hypothèses de distribution, une meilleure capacité pour identifier des 

sous-populations ou des individus avec des valeurs extrêmes. Elles sont aussi mieux adaptées 

lorsqu’on travaille sur de petits effectifs où les hypothèses de distribution peuvent difficilement 

être vérifiées (152).  
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Validation et performance des modèles 
 

Afin de pouvoir être utilisés (notamment dans le cadre de la prédiction), les modèles 

doivent être validés. On distingue 3 niveaux de validation des modèles : validation interne, 

validation interne avancée, et validation externe. Pour la validation interne, essentielle dans le 

développement d’un modèle, on utilise préférentiellement des méthodes de rééchantillonnage 

sur le jeu de données qui a servi à construire le modèle. Parmi ces méthodes de 

rééchantillonnage, le bootstrap est l’une des méthodes les plus répandues avec la validation 

croisée. Elles permettent de réduire à la fois les biais et la variabilité quant à l’évaluation des 

performances de prédiction du modèle. La validation croisée 10 plis (10-fold) partitionne le jeu 

de données en 10, construit le modèle sur les neuf-dixièmes et le valide sur la dernière partie. 

Le processus est répété 10 fois (processus itératif) et la performance du modèle qui est retenue 

est la moyenne sur les 10 itérations. Les méthodes de bootstrap sont aussi itératives. Elles 

construisent le modèle sur l’ensemble des données disponibles et déterminent la performance 

de prédiction. Ensuite il y a un processus de rééchantillonnage et le modèle est de nouveau 

construit et sa performance déterminée à partir de l’échantillon, mais aussi sur le jeu de données 

global. Ce processus est répété une centaine de fois et la moyenne des performances obtenues 

est retenue. Il est possible notamment lorsque l’on dispose d’importants jeux de données, de 

partitionner ce jeu de données en deux parties soit au hasard soit selon certains critères 

(partitionnement selon la temporalité des données, ou la géographie des données par exemple 

dans les études multicentriques). La première partie servira à bâtir le modèle, et la seconde 

partie à le valider. Cependant, cette méthode comporte des écueils comme une perte 

d’informations lors de la construction du modèle puisqu’une partie des données ne sera pas 

utilisée, et une validation plus incertaine puisque moins de données seront utilisées à cet effet. 

Des recommandations de publication ont été émises concernant les modèles de diagnostic et 

de prédiction multivariés (recommandations TRIPOD). Elles alertent sur la validation d’un 

modèle avec les mêmes données ayant servi à son développement (en anglais on parle de data 

splitting), créant une estimation optimiste de ses performances et exposant au phénomène de 

surapprentissage (overfitting). En effet la notion de performance apparente d’un modèle 

correspond à la performance du modèle dans les estimations sur les données ayant servi à sa 

construction. Cela signifie que les estimations seront plus optimistes surtout pour les petits jeux 

de données. Ce phénomène tend à diminuer avec l’augmentation de la taille du jeu de données. 

La validation externe consiste à utiliser le modèle initial sur un autre jeu de données que celui 

qui a servi à modéliser. Il est important de comparer les prédictions issues du modèle et les 
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observations selon le jeu de données (par exemple en représentant graphiquement les 

observations et les prédictions). D’après certains auteurs, la validation externe devrait être 

réalisée par d’autres équipes que celles qui ont participé au développement du modèle.  Si elle 

n’est pas satisfaisante, le modèle pourra alors être mis à jour en incluant dans la modélisation 

le jeu de données ayant servi à la validation externe (153-156). La justesse d’un modèle de 

classification peut être évaluée grâce au pourcentage d’éléments mal classés dans un jeu de 

données test. Néanmoins, Nicora et coll. soulèvent que cette métrique est insuffisante a fortiori 

en médecine lorsque l’on est en présence de classes disproportionnées, ou que l’impact d’une 

erreur de classification est très différent d’une classe à l’autre. Ils préconisent d’y associer des 

mesures de précision comme la valeur prédictive positive, la sensibilité, la spécificité, le score 

F1, et le coefficient de corrélation de Matthew (157).  La calibration d’un modèle est la 

correspondance entre les prédictions et les observations. La robustesse d’un modèle de 

classification peut quant à elle être évaluée en réalisant une validation sur des données externes 

différentes des données utilisées pour la création du modèle (validation externe), ou sur une 

BDD comportant des données manquantes. On peut aussi évaluer les capacités de prédiction 

d’un modèle de classification au niveau individuel. Cela est représenté par l’incertitude, qui 

peut prendre la forme d’un intervalle de confiance par exemple. On distingue deux sources 

principales d’incertitude : l’incertitude aléatoire (qui est liée aux données, au bruit de fond, et 

sur laquelle il est impossible d’agir), et l’incertitude épistémique (qui est liée directement au 

modèle, par exemple au niveau de ses paramètres ou d’un manque de connaissances, et sur 

laquelle il est possible d’agir) (157). L’incertitude globale étant la somme des deux sources 

d’incertitude précitées.  

Une revue de la littérature sur les modèles d’apprentissage machine utilisés pour prédire 

la survie en oncologie a retrouvé que la méthode de validation la plus utilisée dans ce domaine 

était la validation croisée k-plis (le plus souvent k=10). Cette revue soulève que la validation 

des modèles sur des données externes est trop peu utilisée, et propose la mise à disposition de 

jeux de données provenant de centres différents pour opérer une validation sur des données 

externes (158).  
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Cas particulier des réseaux bayésiens 
 

Dans cette partie nous nous intéresserons principalement à la théorie et à l’heuristique 

des réseaux bayésiens. 

 
Historique & Généralités 

 

Les réseaux bayésiens sont des modèles graphiques probabilistes : graphes acycliques 

dirigés (en anglais directed acyclic graphs ou DAG), ils permettent de représenter les liaisons 

entre différentes variables d’après des lois de probabilités (159). Ils s’appuient sur le 

raisonnement probabiliste et le théorème introduit par le révérend Thomas Bayes au XVIIIème 

siècle et publié à titre posthume, permettant de calculer des probabilités conditionnelles reliant 

2 évènements X et Y (Équation 1): 

 

Équation 1: Théorème de Bayes 

 
Avec : P(X) la probabilité d’un évènement X 

 P(Y) la probabilité d’un évènement Y 

 P(X|Y) la probabilité d’un évènement X sachant l’évènement Y 

 P(Y|X) la probabilité d’un évènement Y sachant l’évènement X 

 P(X Y) la probabilité que l’évènement X et l’évènement Y se produisent 

 

Une probabilité conditionnelle exprime la probabilité qu’un évènement X se produise 

conditionnellement à un évènement Y (« sachant » un évènement Y). Elle est notée P(X|Y).  

Ainsi d’après le théorème de Bayes, les probabilités conditionnelles permettent de définir 

l’indépendance statistique complète, l’exclusion statistique complète, la dépendance statistique 

complète entre deux variables X et Y, ainsi que la dépendance partielle et l’exclusion partielle 

d’une variable par l’autre. 

D’autres théorèmes probabilistes sont nécessaires à la compréhension et au 

fonctionnement des réseaux bayésiens. Tout d’abord, le théorème d’indépendance 

conditionnelle (Équation 2) ; deux variables X et Y sont indépendantes conditionnellement à 

une troisième variable Z si et seulement si : 

 

Équation 2: Théorème d'indépendance conditionnelle 
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Cela signifie que la distribution de probabilités de X ne dépend pas de Y dès que Z est connu. 

Ce théorème permet de simplifier des expression complexes. 

Le théorème de Verma et Pearl (1988), pionniers des réseaux bayésiens, permet de déterminer 

directement sur un graphe s’il y a indépendance conditionnelle entre des variables (voir 

Figure 6) : 

Si X et Y sont séparés par Z, alors X et Y sont indépendants conditionnellement à Z dans toute 

distribution de probabilité compatible avec le graphe. Réciproquement si X et Y ne sont pas 

séparés par Z alors il existe au moins une distribution de probabilité compatible avec le graphe 

dans laquelle X et Y ne sont pas indépendants conditionnellement à Z (160).  

 

  
Figure 6 : Illustration du théorème de Verma et Pearl (160) 

 

Ensuite, le théorème de multiplication (Équation 3): 

 

 

Équation 3 : Théorème de multiplication 

 
Avec : P(X) la probabilité d’un évènement X 

 P(Y) la probabilité d’un évènement Y 

 P(X|Y) la probabilité d’un évènement X sachant l’évènement Y 

 P(Y|X) la probabilité d’un évènement Y sachant l’évènement X 

 

Ce théorème de multiplication peut être généralisé pour n évènements, il s’agit de la loi 

jointe (Équation 4) : 

 

 

Équation 4 : Loi jointe 

X Y

Z

X Z

Y
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La notion de causalité selon Bayes a été reprise par Judea Pearl pour les modèles 

graphiques : si on connaît dans le détail les causes possibles d’une conséquence observée et 

leurs probabilités, l’observation des effets permet de remonter aux causes (160). 

Nous avons vu les concepts de dépendance et d’indépendance conditionnelle, que l’on 

peut facilement représenter. Néanmoins, la représentation de dépendances et d’indépendances 

conditionnelles est un réel défi lorsqu’il s’agit de relations multidimensionnelles comme 

énoncé dans le théorème de multiplication généralisé (loi jointe). C’est pour pouvoir 

appréhender plus aisément ces relations qu’il est nécessaire de disposer d’un modèle graphique 

facilement compréhensible. 

 

Théorie des graphes 

 

Les modèles graphiques constituent la base de la structuration des données. Des 

algorithmes peuvent ensuite leur être appliqués pour résoudre des problèmes spécifiques. Ils 

permettent une représentation intuitive, ont une définition mathématique formelle, sur laquelle 

sont basées des propriétés et algorithmes. La théorie des graphes permet de simplifier la 

représentation et la lecture de liaisons multidimensionnelles. 

Un graphe G est un couple tel que G=(V, E), où V est un ensemble de sommets (aussi 

appelés nœuds) de taille |V|, et  est l’ensemble des arêtes. 

Selon les relations entre les nœuds, un graphe peut être dirigé, non dirigé, ou 

partiellement dirigé (Figure 7). Dans un graphe dirigé les connexions entre les nœuds sont 

appelées arcs, et chaque arc e a une orientation. Dans un graphe non dirigé les arêtes ne sont 

pas orientées. 

 

      
Figure 7 : Graphe non dirigé (A), partiellement dirigé (B), et dirigé (C) 

 

Il peut y avoir des boucles entre les nœuds : un sommet  , avec une flèche telle que 

. Les graphes qui n’ont pas de boucles sont qualifiés de graphes simples, ou acycliques. 

A B C 
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Pour représenter graphiquement un modèle, on dessine un point pour chaque sommet et 

des lignes ou des flèches entre les différents points (selon que le graphe est dirigé ou non). 

Un graphe vide est un graphe tel que , avec  et . C’est en fait la structure 

la plus simple, il n’y a pas d’arcs. 

Si on prend une arête  , avec , alors les sommets  et  sont dits adjacents ou 

voisins, et incidents avec . 

L’ensemble des flèches qui arrivent sur ou quittent un sommet  sont notées . 

Considérons deux graphes tels que  et . Si  et , alors on 

peut dire que  est un sous-graphe de , et que  est un super-graphe de  (voir Figure 8). 

 
Figure 8 : Graphe G (à gauche) et G’ (à droite). 

 

Un graphe est dit pondéré lorsqu’une fonction  assigne soit à chaque sommet soit à chaque 

arête une valeur (un poids). 

Un graphe bipartite est un graphe  dans lequel  peut être divisé en deux sous-

ensembles  et  tel que les sommets contenus dans le même sous-ensemble ne sont pas 

adjacents, et que toutes les arêtes de  sont incidentes sur un sommet des ensembles  et un 

sommet de  (voir Figure 9). Dans un graphe bipartite on a les propriétés suivantes : 

 

    =  

     =  

(  
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Figure 9 : Graphe bipartite divisé en 2 sous-ensembles V1 et V2. 

 
Un graphe multiple est un graphe non dirigé où plusieurs arêtes peuvent relier la même paire 

de sommets (voir Figure 10). 

 
Figure 10 : Exemple de graphe multiple. 

 
Un graphe clairsemé (sparse) est un graphe avec peu d’arêtes, tel que |E| << |V|², où |V|² est une 

approximation du nombre maximum d’arrêtes d’un graphe ayant |V| sommets. 

Un graphe dense (ou saturé) est un graphe tel que |E|  |V|² (chaque nœud est relié à tous les 

autres nœuds) (161). 

Le concept de D-séparation a été énoncé pour la première fois par Judea Pearl en 1988. Il se 

définit comme suit : 

w

x

y

s

t

u

z

v

w

x

y
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u

v

z

V1
V2
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Si A, B, et C sont 3 groupes distincts de nœuds dans un graphe acyclique dirigé G, alors C d-

sépare A et B si entre chaque arc de A et de B il y a un nœud v qui satisfait au moins une des 

deux conditions suivantes : 

1. v a des arcs convergents (il y a 2 arcs qui pointent sur v en provenance des nœuds 

adjacents) et ni v ni ses descendants n’appartiennent à C 

2. v appartient à C et n’a pas d’arcs convergents 

Cela confère au réseau bayésien des propriétés de Markov, et permet la représentation des lois 

de probabilité de variables aléatoires appartenant à  comme le produit des probabilités 

conditionnelles locales associées à chaque variable  (voir Équation 5) (159). 

Dans le cas de variables aléatoires discrètes, la loi de probabilité jointe s’exprime telle que : 

 

 

Équation 5 : Loi de probabilités jointes. 

Avec   les parents de . 

 

En somme, les RB permettent de représenter de manière compacte la distribution de probabilité 

jointe sur l’ensemble des variables. Il s’agit de la décomposition d’une fonction globale en un 

produit de termes locaux, qui ne dépendent que du nœud considéré et de ses parents dans le 

graphe. Ce problème est NP complet : s’il y a  variables, il y a  RBs possibles.  

D’après la théorie des connexions fondamentales entre les nœuds, il existe 3 grands types de 

connexions (voir Figure 11) : 

- convergente avec  

- en série  

- divergente  
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Figure 11 :  Connexion convergente (à gauche), en série (au centre), et divergente (à droite) 

d’après (159). 

 
Si l’on utilise le théorème de Bayes sur les équations des connexions en série et 

divergente on obtient des factorisations équivalentes. Ces structures sont donc appelées 

équivalents de Markov (deux RBs sont dit équivalents de Markov s’ils représentent les mêmes 

relations d’indépendance conditionnelle) (159). 

Nous pouvons aussi définir la couverture de Markov : il s’agit des nœuds qui séparent 

complètement un nœud du reste du graphe. Dans un réseau bayésien, il s’agit pour un nœud A 

de tous les nœuds parents et enfants de A, ainsi que de tous les nœuds qui partagent un nœud 

enfant avec A (159). 

 

La modélisation par un réseau bayésien 

 

Les réseaux bayésiens sont une représentation graphique de la loi jointe. Par la structure 

du graphe ils permettent une représentation qualitative des dépendances et interdépendances 

entre les variables, et par les tables de probabilités conditionnelles ils apportent une 

représentation quantitative des relations entre les variables. En résumé, un réseau bayésien est 

un modèle graphique composé de 3 parties : 

- Un ensemble de variables aléatoires  avec i = 1 à N, où N est le nombre de 

variables du modèle  

- Un graphe dirigé acyclique  où P  désigne les parents de  dans le 

graphe  

- Un ensemble de probabilités conditionnelles  avec i = 1 à N 

La modélisation grâce à un réseau bayésien s’effectue donc en 2 grandes étapes : 

1. La recherche de la structure du réseau, c’est l’apprentissage de la structure. Il existe 

deux possibilités pour la construire : soit manuellement à partir des connaissances d’un 

A

B

C A

B

C A

B

C
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expert, soit à partir des données via des algorithmes de structure. On en distingue 3 

grandes catégories : les algorithmes contraints, les algorithmes basés sur un score, et 

les algorithmes hybrides. 

2. L’apprentissage des paramètres, où l’on estime les distributions de probabilités selon la 

structure du graphe (159). 

 

L’apprentissage de structure 

 

Concernant l’apprentissage de structure on distingue principalement deux grandes 

approches : 

 La recherche d’indépendances conditionnelles via des tests statistiques 

d’indépendance (par exemple le test du 2 et rapport de vraisemblance G2) est 

utilisée par les algorithmes SGS, PC (162), et IC (163). L’algorithme PC part 

d’un graphe saturé pour ensuite sélectionner rétrospectivement les indépendances 

entre les nœuds (162). L’algorithme IC (inductive causation, ou causalité 

inductive en français) a été énoncé par Verma et Pearl en 1991 et utilise des tests 

statistiques d’indépendance conditionnelle pour construire la structure du 

graphe (164).  

 Les approches basées sur un score, pour lesquelles on a des heuristiques de 

recherche dans l’espace des graphes acycliques dirigés (par exemple les 

algorithmes MWST, K2, GS). Ces approches appliquent le principe du rasoir 

d’Occam : on recherche le meilleur modèle qui soit le plus simple possible. 

Pour l’algorithme K2 il y a un problème relatif à l’initialisation de l’algorithme : il est 

nécessaire de réaliser plusieurs itérations afin de trouver la meilleure structure.  

L’algorithme EM (Expectation-Maximisation) peut aussi être utilisé pour l’apprentissage 

de structure, notamment sur des données incomplètes : il recherche à chaque itération la 

meilleure structure et les paramètres associés. L’algorithme EM généralisé consiste à 

rechercher une meilleure solution pour améliorer le score, et non à rechercher la meilleure 

solution au total, ce qui permet de réduire l’espace de recherche et d’optimiser ainsi le temps 

de calcul.  

Si l’on souhaite faire de la classification, il faut désigner un nœud cible (variable cible à 

classifier). Cela aura nécessairement un impact sur la structure du RB. Par exemple, dans un 
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RB naïf (structure de Bayes naïve) l’hypothèse est que toutes les variables explicatives sont 

indépendantes conditionnellement à la variable cible (autrement dit tous les nœuds du réseau 

sont liés uniquement au nœud cible mais ne sont pas reliés entre eux). Il existe une variante 

appelée structure naïve augmentée dans laquelle on ajoute des liens entre les variables 

explicatives : cela donne de meilleurs résultats que les recherches de structures basées sur un 

score (165, 166). Enfin, dans un RB causal tous les arcs représentent une relation de causalité, 

permettant ainsi d’estimer l’influence d’une variable sur une autre (en modifiant les modalités 

par exemple dans le cas d’une variable discrète). 

 

L’apprentissage des paramètres 

 

L’apprentissage des paramètres du RB peut se faire à partir de données complètes ou de 

données incomplètes : 

 L’estimation des paramètres à partir de données complètes peut se faire par (167-

170):  

o Maximum de vraisemblance (en anglais maximum likelihood ou ML), on 

cherche trouver les valeurs des paramètres qui vont maximiser la 

vraisemblance, qui est une fonction permettant de trouver les probabilités 

le plus justement possible d’après notre jeu de données. 

o Maximum a posteriori (MAP), qui nécessite une loi a priori sur les 

paramètres (généralement une loi de Dirichlet, qui permet d’obtenir des 

densités de probabilités pour des variables aléatoires multinomiales). 

o Espérance a posteriori (EAP), qui fonctionne sur le même principe que le 

MAP mais qui va calculer l’espérance au lieu du maximum. L’espérance 

mathématique correspond à la valeur moyenne retrouvée si l’on répète un 

grand nombre de fois une expérience aléatoire.  

 L’estimation des paramètres à partir de données incomplètes (MAR, MCAR, 

MNAR) : 

o Pour les données MCAR, on estime à partir des exemples observés qui 

sont complets (les sujets avec données manquantes sont censurés). On 

utilise la loi des probabilités conditionnelles à partir de Xi et Pa(Xi) pour 

estimer . 
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o Pour les données MAR on peut estimer à partir de différentes méthodes 

comme le « sequential updating » (171), l’échantillonnage de Gibbs 

(172), ou l’algorithme EM (173-177). 

o Pour les données NMAR, il faut essayer de les transformer en données 

MAR ou MCAR en utilisant des informations extérieures. 

 

Raisonnement probabiliste et inférence 

 

Certaines approches statistiques, comme le coefficient Z de Ducher permettent de 

déterminer la dépendance entre 2 évènements. Pour ce dernier il s’agit de calculer la force de 

la dépendance entre deux variables X et Y comme suit : 

 

 

Équation 6: Coefficient Z de Ducher. 

 
Avec  P (X, Y) la probabilité jointe d’observer X et Y ensemble 

 P(X) la probabilité d’observer X 

 P(Y) la probabilité d’observer Y 

  la plus petite valeur de probabilité calculée pour X ou Y 

 

Si X est toujours observé lorsque Y est observé ou inversement (X est totalement 

dépendant de Y ou Y totalement dépendant de X), alors le coefficient Z vaut 1. Si X et Y sont 

totalement indépendants alors P (X, Y) = P(X)  P(Y) et Z = 0. Plus la liaison entre X et Y est 

forte, plus le coefficient Z se rapproche de 1 (178). Cette méthode est intéressante notamment 

parce qu’elle permet d’explorer la liaison entre des variables de manière discontinue (discrète, 

il s’agit de probabilités). 

Concernant les réseaux bayésiens, le terme inférence correspond au calcul des 

probabilités des variables du réseau en fonction des observations des autres variables, même si 

ces observations sont incomplètes. Il s’agit d’un problème NP complet comme nous l’avons 

vu précédemment. L’un des intérêts majeurs est de pouvoir calculer les probabilités de 

plusieurs évènements plus ou moins liés entre eux. De plus, un RB est capable d’intégrer des 

infirmations extérieures (appelées aussi exogènes), que l’on note généralement ε. L’intégration 
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de ces informations modifie les probabilités de certains nœuds (la vraisemblance), qui par 

propagation vont modifier l’ensemble des probabilités des nœuds qui y sont liés. L’inférence 

correspond à tout calcul portant sur la distribution de probabilités associée à un RB. Il s’agit 

uniquement d’un problème de calcul. Les informations affectant un nœud du RB sont appelées 

informations élémentaires. Elles peuvent être soit déterministes (une variable du RB prend 

alors une valeur précise), soit imprécises (une variable du RB ne peut pas prendre une valeur, 

ou la loi de probabilités d’une variable est modifiée) (179). 

Les méthodes de calcul de l’inférence sont regroupées en trois groupes : 

 Les méthodes de propagation des messages propagent l’information via les arcs d’un 

graphe qui ne comporte pas de cycle. Néanmoins, cette méthode est utilisable sur des 

graphes comportant des cycles moyennant une transformation de ceux-ci via des 

algorithmes de coupe (aussi appelés de conditionnement) (180). Par exemple on peut 

appliquer des calculs locaux de proche en proche pour chaque nœud du graphe afin de 

mettre à jour les probabilités marginales a posteriori liées à l’intégration d’une 

information extérieure ε (181). Dans ces méthodes par propagation, la propagation de 

l’information se fait dans les deux sens (celui de l’orientation des arcs, et le sens 

inverse). 

 Les méthodes de regroupement de nœuds (ou clustering) qui modifient le graphe par 

« moralisation » et « triangulation » afin d’obtenir une structure d’« arbre de jonction » 

permettant d’y appliquer un algorithme simplifié (182-184). Un graphe moralisé est un 

graphe dans lequel les arcs ne sont plus orientés, et où les parents d’un même nœud 

sont reliés par un arc. Un graphe non orienté est un graphe triangulé si tout cycle de 

longueur supérieure à 3 possède au moins un arc reliant 2 nœuds non adjacents dans le 

cycle. L’arbre de jonction correspond au graphe de jonction minimal d’un graphe 

triangulé. 

 Les méthodes approchées, dites « stochastiques » utilisent des algorithmes MCMC 

(Markov Chain Monte Carlo) et des échantillonneurs de Gibbs. Ces méthodes font 

appel à la simulation. Elles ne sont utilisées que pour des RB très complexes, 

comportant beaucoup de cycles (185-189). 
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Réseaux bayésiens, cancer, et individualisation des thérapeutiques 

 

Enfin, pour terminer cette première partie nous ferons le lien entre l’application de 

méthodes et de modèles issus de l’intelligence artificielle (les réseaux bayésiens) et le domaine 

de l’oncologie, de l’oncohématologie, et de l’individualisation des thérapeutiques afin de 

permettre au lecteur d’entrevoir toutes les possibilités liées au co-développement de ces deux 

domaines scientifiques. 

L’intégration d’algorithmes d’apprentissage machine aux approches pharmacocinétiques 

plus traditionnelles (modèles PK-PD, recherche de covariables en modèles de population) a été 

désignée comme « modélisation pharmacométrique généralisée » (Generalized 

Pharmacometric Modelling, GPM). McComb et Ramanathan ont démontré l’intérêt d’associer 

une régression par forêts aléatoires et des réseaux bayésiens pour intégrer de l’information 

externe afin de mieux estimer les covariables et paramètres d’un modèle PK-pop (190). 

Si l’on se concentre sur les réseaux bayésiens, ces modèles ont comme principal avantage de 

mieux gérer les données manquantes que d’autres modèles. Cela a par exemple été démontré 

dans la prédiction de la survie dans le cancer du poumon non à petites cellules par rapport aux 

machines à vecteurs de support, ou SVM (191). 

L’utilisation d’un RB naïf a aussi permis avec un panel d’une dizaine de gènes de prédire 

la chimiosensibilité dans le cancer du sein avant la réalisation d’une chimiothérapie 

néoadjuvante. L’objectif de ce type de modèle étant de sélectionner les patients pouvant tirer 

un réel bénéfice en termes de réponse à la chimiothérapie (192). D’autres exemples de 

l’utilisation des RB en oncologie et oncohématologie sont présentés dans le Tableau 3.  

En somme, on constate que les RB sont très utilisés à visée diagnostique ou pronostique 

en oncologie, mais assez peu comme outils d’aide à la décision thérapeutique, notamment 

pharmacologique. Ils sont aussi moins représentés en oncohématologie. Nous présentons dans 

la seconde partie de cette thèse le développement de RB comme outils d’aide à la décision en 

oncohématologie pédiatrique dans le domaine de l’individualisation des thérapeutiques 

pharmacologiques pour des médicaments à marge thérapeutique étroite comme la ciclosporine 

et le busulfan. 
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Deuxième partie : Travail personnel 

 

Ce travail de thèse cherche à démontrer l’utilité de méthodes issues de l’intelligence 

artificielle, et notamment des réseaux bayésiens, pour modéliser des phénomènes pharmaco-

thérapeutiques complexes afin d’aider et supporter les cliniciens dans leurs décisions 

thérapeutiques en situations cliniques complexes, notamment en oncohématologie pédiatrique. 

En effet, de nombreux médicaments à marge thérapeutique étroite sont utilisés dans cette 

discipline, comme le busulfan et la ciclosporine. Une mauvaise exposition à ces médicaments 

(trop élevée ou trop faible) peut avoir des conséquences cliniques très graves, allant jusqu’au 

décès. Nous avons vu précédemment que l’intérêt pour l’usage de l’intelligence artificielle en 

santé est grandissant, mais il s’inscrit principalement dans le champ du diagnostic. Or, ces 

méthodes pourraient aussi se montrer bénéfiques en thérapeutique. 

L’objectif des travaux qui suivent est donc de démontrer l’intérêt de concevoir et 

de valider des modèles optimaux pour le ciblage thérapeutique en oncohématologie 

pédiatrique avec des méthodes issues de l’intelligence artificielle, afin d’optimiser la prise 
en charge thérapeutique lors de l’utilisation de médicaments à marge thérapeutique 
étroite chez ces patients. 
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Chapitre 1 : Preuve de concept de l’utilisation des réseaux bayésiens dans le ciblage 
thérapeutique pharmacologique en transplantation de cellules souches 
hématopoïétiques pédiatrique 
 

Publication : Leclerc V, Ducher M, Bleyzac N. Bayesian Networks: A New Approach to 

Predict Therapeutic Range Achievement of Initial Cyclosporine Blood Concentration After 

Pediatric Hematopoietic Stem Cell Transplantation. Drugs R D. 2018 Mar;18(1):67-75. doi: 

10.1007/s40268-017-0223-7. PMID: 29404858; PMCID: PMC5833907. 

 

Introduction 

 

La transplantation de cellules souches hématopoïétiques (TCSH) a révolutionné la prise 

en charge des pathologies hématologiques, à la fois adultes et pédiatriques. Elle a permis le 

traitement de pathologies malignes (hémopathies malignes, comme les leucémies) et non 

malignes (drépanocytose et thalassémies par exemple). Les 3 principales étapes d’une TCSH 

sont l’étape de conditionnement, la greffe en elle-même, et l’immunosuppression post-TCSH 

(voir première partie chapitre 1 pour plus de détails) (225, 226). Les complications post-greffe 

peuvent être nombreuses, et comprennent notamment la toxicité des immunosuppresseurs 

lorsque les concentrations sanguines sont trop élevées (pour la CsA atteinte rénale, 

hypertension artérielle, tremblements, altérations du bilan hépatique…), ou la maladie du 

greffon contre l’hôte aiguë ou chronique (aGVHD, cGVHD). Il y a donc un réel intérêt à 

maîtriser l’immunosuppression post-greffe, afin d’éviter la GVHD, tout en conservant un effet 

greffe versus leucémie (GVL) bénéfique pour les pathologies malignes. Pour cela plusieurs 

stratégies sont possibles, et plusieurs molécules sont utilisées : du sérum anti-thymoglobuline 

pour les greffes allogéniques (notamment à haut risque de GVHD) et des anticalcineurines 

(ciclosporine ou tacrolimus) parfois associés à du méthotrexate ou au mycophénolate mofétil 

(MMF). Historiquement en Europe la ciclosporine est largement majoritaire dans les pratiques 

à la fois chez l’adulte et en pédiatrie (227). À l’IHOPe de Lyon, une stratégie avec de la 

ciclosporine A (CsA) en monothérapie est utilisée car la CsA permet la cytotoxicité des cellules 

NK et donc l’effet GVL contrairement au méthotrexate et au MMF (9). L’indication de ce 

médicament à marge thérapeutique étroite dans une population pédiatrique en situation clinique 

complexe (donc soumise à une importante variabilité inter- et intra-individuelle) est donc à 

haut risque. Il est recommandé de réaliser un suivi thérapeutique pharmacologique des 

concentrations sanguines afin d’adapter les posologies aux concentrations thérapeutiques 
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cibles pour maximiser les chances de succès et minimiser le risque de complications (227). 

Actuellement cliniciens et pharmacologues ont une approche globale prenant en compte de 

nombreux facteurs clinico-biologiques et thérapeutiques, pour adapter au mieux les posologies 

de CsA au cours du suivi thérapeutique en post-greffe. On peut donc considérer cette situation 

comme un système complexe dont la modélisation pourrait permettre une facilitation et une 

amélioration dans la prise de décisions thérapeutiques.  

Dans ce contexte, nous avons cherché à faire la preuve de concept qu’il était possible de 

modéliser l’atteinte de la cible thérapeutique de la CsA en post-greffe immédiat par des 

méthodes issues de l’IA. Pour cela nous avons utilisé une base de données monocentrique de 

155 patients sur huit années sur laquelle nous avons appliqué différents algorithmes de modèles 

issus de l’IA dont nous avons comparé les performances. Nous avons aussi généré une 

population virtuelle à partir de données synthétiques, obtenues via l’un des modèles testés.  

 

Résumé 

La TCSH pédiatrique permet de traiter de nombreuses pathologies malignes et non malignes. 

La ciclosporine, un médicament à marge thérapeutique étroite, est l’immunosuppresseur qui 

est principalement utilisé en prévention de la maladie du greffon contre l’hôte (GVHD), mais 

qui peut aussi être responsable d’effets indésirables graves en cas de surexposition. L’objectif 

de cette étude est de prédire la première concentration sanguine résiduelle de CsA après 

TCSH pédiatrique, et donc la dose nécessaire pour atteindre la cible thérapeutique en utilisant 

un modèle mathématique permettant des prédictions au niveau individuel. Pour cela les 

données cliniques et biologiques de 155 patients pédiatriques ayant reçu une TCSH entre 

2008 et 2016 ont été collectées et utilisées pour générer des données synthétiques de 1000 

sujets afin de construire un réseau bayésien. Les caractéristiques et la sensibilité de ce modèle 

aux données manquantes ont été comparées à quatre autres méthodes. Le réseau bayésien naïf 

augmenté (RB TAN) présentait les meilleures caractéristiques sans données manquantes 

(AUC ROC 0,89 ± 0,02), 18,9 ± 2,6 % de patients mal classés, et une valeur prédictive 

positive et négative de 85,9 ± 3,4% et 74,2 ± 5,1% respectivement. Cette tendance a été 

retrouvée dans le jeu de données synthétiques jusque 10% de données manquantes. Les 

variables les plus pertinentes qui influençaient l’atteinte de la cible thérapeutique de la 

concentration résiduelle initiale de CsA étaient la dernière dose avant prélèvement et la dose 

moyenne reçue avant prélèvement. Nous avons développé et validé (validation croisée) un 

réseau bayésien disponible en ligne pour prédire l’atteinte de l’intervalle thérapeutique de la 
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première concentration résiduelle de CsA. Ce modèle permet la simulation de différents 

régimes posologiques afin de maximiser la probabilité d’atteindre l’intervalle thérapeutique 

cible directement après TCSH, permettant ainsi de diminuer le risque de survenue d’effets 

indésirables ou de aGVHD.  
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Discussion 

 

Dans notre population pédiatrique ayant reçu une TCSH et de la CsA en prophylaxie de 

la GVHD, les RB-TAN étaient la meilleure des méthodes testées pour prédire l’atteinte des 

concentrations thérapeutiques cibles initiales. L’intervalle thérapeutique des concentrations 

sanguines de CsA a été choisi comme variable à prédire plutôt que les concentrations sanguines 

de CsA elles-mêmes car c’est ce qui semblait le plus pertinent cliniquement, et le plus pratique 

pour les cliniciens utilisant le RB en ligne. Cet outil leur permettra de trouver la meilleure 

posologie initiale de CsA en IV pour atteindre l’intervalle thérapeutique en post-greffe 

immédiat, en utilisant une méthode simple, si tant est qu’une validation externe satisfaisante 

est réalisée.  

De nombreuses méthodes de classification et de prédiction sont utilisées en médecine, et 

nous avons choisi de limiter notre étude à 5 d’entre elles qui sont très largement utilisées : une 

paramétrique (la régression logistique) et 4 non-paramétriques (les RB naïfs, RB TAN, SVM, 

et forêts aléatoires). 

Les réseaux bayésiens sont des graphes acycliques dirigés qui représentent une structure 

probabiliste. Il existe une relation directe entre le modèle graphique et une distribution de 

probabilités particulière. Ils sont composés de sommets (ou nœuds) et d’arêtes dirigées (ou 

flèches). Chaque flèche part d’un nœud (le nœud parent) et pointe vers un autre nœud (le nœud 

enfant). Dans les RB chaque nœud représente une variable aléatoire, et chaque flèche une 

relation de dépendance immédiate ou d’influence directe. Pour créer la structure du RB TAN 

nous avons utilisé un algorithme d’apprentissage dans lequel la variable cible n’a pas de nœud 

parent et où toutes les autres variables ont la variable cible comme parent et au plus une autre 

variable explicative. Les tables de probabilités sont complétées à l’aide de l’algorithme EM 

(Expectation Maximization), comme décrit précédemment par Sansot et coll. (228).  

La régression logistique, méthode très utilisée dans le domaine biomédical, permet de 

quantifier la relation entre plusieurs variables en estimant une probabilité. Cette méthode prend 

en compte les facteurs de confusion mais nécessite des mesures de bonne qualité, et peut être 

perturbée par d’éventuelles interactions entre les variables. Elle n’est pas non plus capable de 

gérer les données manquantes des variables continues (229, 230). 

Les machines à vecteurs de support (SVM) sont des algorithmes d’apprentissage 

capables de séparer plusieurs variables en classes en maximisant la marge d’un hyper-plan. Les 

SVM sont bien adaptés lorsqu’on travaille sur des données de grandes dimensions et sont 

robustes aux données éparses et bruitées (231). 
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Les forêts aléatoires sont une méthode basée sur la génération de nombreux arbres par 

bootstrap. Pour chaque nœud de chaque arbre, celui qui prédit le mieux est retenu. Le résultat 

final donné par la forêt aléatoire est la moyenne de tous les arbres individuels (232).  

Pour comparer ces méthodes nous devions nous assurer d’être dans des conditions 

optimales, en évitant les problèmes d’homogénéité de variances, le manque de puissance 

statistique, et la sensibilité aux données manquantes, pouvant influer sur les méthodes 

paramétriques. C’est pourquoi une approche basée sur des données synthétiques a été préférée. 

Après validation croisée, le RB TAN était la meilleure méthode en comparant les AUC-ROC 

et au vu de sa bonne valeur prédictive positive.  

De plus, l’approche par données synthétiques nous a permis de tester l’influence des 

données manquantes en prenant en compte les problèmes de puissance statistique. La tendance 

selon laquelle le RB TAN était la meilleure méthode s’est poursuivie jusqu’à 10% de données 

manquantes.  

Cette approche testant la sensibilité aux données manquantes de notre méthode apparait 

très importante car en pratique clinique courante il est très fréquent que des données soient 

incomplètes ou non disponibles. 

Le RB TAN, en plus de ses bonnes performances, est aussi plus facile à utiliser et à 

comprendre par les cliniciens que d’autres méthodes comme les forêts aléatoires. En effet, cette 

représentation par un graphe acyclique dirigé permet de répondre simplement et rapidement à 

une question que l’on se pose, ce qui est cohérent avec les besoins en pratique clinique. 

Le RB final présente, comme dans l’approche par simulation, de bonnes caractéristiques 

de performance après validation. Il est prévu de mettre ce modèle à disposition en ligne, il doit 

donc répondre à deux principales préoccupations : la sensibilité aux données manquantes et la 

validation externe. L’analyse de sensibilité que nous avons réalisée nous renseigne sur 

l’importance de l’information apportée par les différentes variables au réseau. L’information 

apportée par certaines variables ne peut pas être compensée par l’information apportée par 

d’autres : dans ce cas ces variables doivent être renseignées dans le modèle en ligne. Ces 

variables indispensables seront listées dans le guide d’utilisation du modèle en ligne. Ce 

modèle parait très intéressant pour les cliniciens car il leur permet de prédire l’atteinte de la 

cible thérapeutique ou non de leurs patients en post-greffe immédiat, et ainsi anticiper une 

modification de posologie de CsA. Cependant, une validation externe multicentrique de ce 

modèle doit être réalisée avant son utilisation en pratique clinique. 

Durant les 50 dernières années la TCSH a constitué un progrès médical très important, 

faisant grandir l’intérêt pour le suivi thérapeutique pharmacologique des immunosuppresseurs. 
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La CsA étant le principal immunosuppresseur utilisé après TCSH, de nombreux chercheurs ont 

travaillé sur le lien entre exposition à ce médicament et survenue de GVHD (233-236). Mallard 

et coll. (236) ont démontré que les concentrations sanguines résiduelles de CsA durant la 

première semaine post-greffe étaient corrélées à la survenue de aGVHD de grade III-IV, mais 

aucune augmentation de la survie globale n’a été retrouvée. Cependant, dans cette étude, les 

concentrations cibles de CsA étaient élevées, inhibant potentiellement un effet GVL et 

exposant les patients aux effets indésirables de la CsA (236). Martin et coll. ont aussi retrouvé 

cette tendance en population pédiatrique (111). Dans ce cadre, notre modèle pourrait s’avérer 

utile en permettant d’atteindre rapidement l’intervalle thérapeutique en post-greffe immédiat 

et ainsi être évalué soit sur l’amélioration de la survenue d’aGVHD modérée dans les 

pathologies malignes (optimisant ainsi l’effet GVL), soit en diminuant la survenue d’aGVHD 

sévère dans les pathologies non-malignes.  

Les premières études ne prenaient en compte que la créatinine sérique et la concentration 

sanguine résiduelle de CsA pour adapter les posologies (234, 235), mais des modèles plus 

complexes prenant en compte de nombreuses covariables comme l’hémoglobine, 

l’hématocrite, la fonction hépatique (à travers la bilirubine, l’alanine amino-transférase, 

l’aspartate amino-transférase, l’albumine), et la créatinine ont été développés plus 

récemment (237). Cependant, notre modèle est le premier à ce jour à inclure autant de variables 

en même temps pour prédire l’atteinte de l’intervalle thérapeutique de la CsA en post-greffe 

immédiat. De plus, le rôle de l’inflammation sur les cytochromes, et notamment le CYP3A4, 

avec une inhibition du métabolisme de certains médicaments comme la CsA est bien connu 

désormais (238). Des épisodes inflammatoires interviennent souvent au décours de la TCSH, 

par exemple des infections en post-greffe. De ce fait, l’inclusion de paramètres reflétant 

l’inflammation dans le modèle est pertinente. Notre étude est la première à prendre en compte 

ces paramètres.  

D’autres variables pourraient influencer les concentrations résiduelles sanguines de CsA, 

mais elles ne sont ni disponibles, ni considérées en pratique clinique, c’est pourquoi le modèle 

ne les inclut pas. Les concentrations sanguines résiduelles de CsA présentent une variabilité 

inter- et intra-individuelle importantes, et leur évolution durant toute la période de traitement 

est un phénomène complexe. La possibilité de considérer plusieurs variables en même temps 

signifie que les RB constituent un réel espoir pour la création de modèles utiles aux cliniciens.  
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Le modèle que nous avons développé est intéressant, mais il ne concerne que la première 

concentration sanguine résiduelle de CsA en post-TCSH pédiatrique. Une validation externe 

sur une autre cohorte sera nécessaire avant qu’il puisse être utilisé en pratique clinique.  

Une autre limite est l’intervalle thérapeutique considéré dans notre étude. En effet, les 

cibles de concentrations résiduelles sanguines de CsA n’ont été définies que selon l’indication 

de la TCSH, puisque la concentration d’intérêt était la première en post-greffe. Si une période 

plus longue après la greffe avait été considérée, la survenue d’une aGVHD ou d’autres valeurs 

de concentrations cibles de CsA auraient été considérées. De plus, Jacobson et coll. (239) ont 

montré que le nombre de jours post-greffe influence la pharmacocinétique de la CsA, d’où 

l’intérêt de développer un modèle permettant de couvrir une plus large période après TCSH 

pour prendre en compte la variabilité pharmacocinétique intra-individuelle.  
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Chapitre 2 : Optimisation du modèle de prédiction de l’atteinte de l’intervalle 
thérapeutique pour en faire un outil d’aide à la décision thérapeutique pour la 
première dose de ciclosporine 
 

Publication : Leclerc V, Ducher M, Ceraulo A, Bertrand Y, Bleyzac N. A Clinical Decision 

Support Tool to Find the Best Initial Intravenous Cyclosporine Regimen in Pediatric 

Hematopoietic Stem Cell Transplantation. J Clin Pharmacol. 2021 Nov;61(11):1485-1492. doi: 

10.1002/jcph.1924. Epub 2021 Jul 20. PMID: 34105165. 

 

Introduction 

Dans le chapitre précédent nous avons fait la preuve de concept de l’utilisation des RB 

pour modéliser l’atteinte de l’intervalle thérapeutique en post-TCSH pédiatrique immédiat. 

Néanmoins, le modèle présenté n’est pas intuitif pour les cliniciens qui souhaiteraient disposer 

directement de la prédiction de la meilleure dose de CsA IV à administrer dès le début du 

traitement pour maximiser la probabilité d’atteindre l’intervalle thérapeutique en post-greffe 

immédiat. Ce retour utilisateur a donc fait l’objet d’une optimisation du modèle et d’un autre 

travail qui est présenté dans ce chapitre 2, avec l’objectif de se rapprocher d’un outil d’aide à 

la décision thérapeutique. 

 

Résumé 

Pour optimiser les posologies de CsA en TCSH pédiatrique nous avons pour objectif de 

fournir aux cliniciens un outil d’aide à la décision clinique validé pour déterminer la première 

dose optimale de CsA à administrer par voie intraveineuse. Pour cela nous avons utilisé un jeu 

de données monocentrique comprenant 10 ans de données de TCSH pédiatrique. Toutes les 

variables ont été discrétisées d’après les données de la littérature ou grâce à des algorithmes 

faisant appel à l’entropie de Shannon (issue de la théorie de l’information), ou une 

discrétisation à intervalles égales.  

Les 8 premières années de données ont été utilisées pour bâtir le modèle, un réseau 

bayésien. Ce modèle a subi une validation croisée 10-plis, puis une validation prospective sur 

les données des 2 dernières années. Il y avait respectivement 3,3% et 4,1% de données 

manquantes dans le jeu de données d’entraînement et de validation du modèle. Après validation 

prospective, le RB-TAN présentait des performances prédictives intéressantes avec une AUC-

ROC moyenne de 0,804, 32,8% de patients mal classés, une valeur prédictive positive de 0,672 

et négative de 0,285. Ce modèle validé permet de bonnes prédictions permettant de proposer 
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une dose initiale de CsA optimisée et personnalisée pour les patients pédiatriques recevant une 

TCSH. Cependant, l’impact clinique de l’utilisation de ce modèle doit être évalué. 
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Discussion 

 
Le RB développé présente de bonnes capacités prédictives après validation pour 

déterminer la meilleure dose initiale de CsA IV à administrer aux patients pédiatriques recevant 

une TCSH. Il est prouvé qu’obtenir le plus rapidement possible des concentrations sanguines 

résiduelles de CsA dans l’intervalle thérapeutique est crucial en TCSH pédiatrique. En effet, 

ce facteur est relié à la survenue et à la sévérité d’aGVHD et aussi corrélé à la survie sans 

évènement dans les leucémies en optimisant l’effet GVL (9, 111). Martin et coll. (111) ont 

montré que des concentrations subthérapeutiques de CsA durant la première semaine post-

greffe étaient associées à une plus grande survenue d’aGVHD, et Stocker et coll. (240) ont 

obtenu des résultats semblables en TCSH haploidentique. De la même manière, Bianchi et 

coll. (241) ont prouvé que de faibles concentrations sanguines de CsA dans les 10 premiers 

jours post-greffe étaient associées à la survenue d’une aGVHD de grade II à IV, mais aussi 

d’une cGVHD. Kort et coll. (242) ont aussi publié que des concentrations sanguines de CsA 

plus élevées dans le 1er mois post-greffe étaient associées à une moindre survenue d’aGVHD 

de grade II à IV, mais n’étaient pas liées à la rechute ou la survie globale. Cependant, 

l’incidence de toxicité due à la CsA était élevée dans cette étude.  

La variabilité pharmacocinétique de la CsA est difficile à gérer pour les cliniciens, 

puisque de nombreux facteurs influençant les concentrations sanguines de CsA ont été décrits 

(réf 3, 7, 28, 29, 49-51). Dans notre cohorte, un tiers des patients atteignait l’intervalle 

thérapeutique dans les quelques jours qui suivaient la TCSH. Cela suggère que les posologies 

usuelles de 3mg/kg/k et 5mg/kg/j recommandées par l’EBMT ne conviennent pas à tous les 

patients pédiatriques. Ainsi, il apparait nécessaire d’individualiser les posologies en prenant en 

compte les co-médications et les paramètres clinico-biologiques des patients (8, 243). 

Cependant, la prise en compte de tous ces facteurs hétérogènes participant à la variabilité 

pharmacocinétique pour individualiser les posologies de CsA en TCSH pédiatrique devrait 

aboutir à des modèles prédictifs complexes. Pour gérer cet écueil, une approche non-

paramétrique comme les RB semble très intéressante puisqu’il s’agit de méthodes robustes, 

sans hypothèses a priori, capables de gérer les données manquantes et de multiples variables 

catégorielles. Ces avantages sont d’intérêt notable comparativement aux analyses multivariées 

conventionnelles, à la pharmacocinétique de population, ou aux approches PB-PK. 

Les RB sont des méthodes graphiques probabilistes issues de l’IA, avec un intérêt 

grandissant dans le domaine de la santé. Ce sont des approches très intéressantes pour résoudre 

de nombreux problèmes cliniques (197, 209, 211, 244-256). Avant tout, en tant que méthodes 
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non paramétriques basées sur une approche probabiliste, ils nécessitent une étape de 

discrétisation préalable pour toutes les variables continues (257). Il est crucial que cette étape 

de discrétisation minimise la perte d’information, tout en étant cliniquement pertinente pour 

les utilisateurs. Il s’agit de l’étape de modélisation la plus délicate, puisqu’elle peut être 

responsable d’une perte de précision des prédictions. Malgré cet inconvénient, des compromis 

ont été faits entre la meilleure discrétisation informatique, et une discrétisation qui soit 

cohérente avec les pratiques cliniques en permettant une précision suffisante pour un usage 

clinique du modèle. Par exemple, le poids a été discrétisé à l'aide de l'algorithme de 

maximisation de l'interdépendance des attributs de classe (CAIM), ce qui a amélioré 

l’information apportée au modèle par cette variable, même si les 3 classes peuvent paraître 

larges et ont peu de sens pour les cliniciens (258).  

Les RB ont de nombreux avantages : ils sont facilement et rapidement compréhensibles 

par les utilisateurs potentiels, mais aussi faciles à utiliser et à mettre en ligne. De plus, ils sont 

capables de fournir un résultat même en cas de données manquantes, ce qui est une situation 

fréquente en médecine en vie réelle (259). Un de leurs autres avantages sur les modèles 

pharmacocinétiques-pharmacodynamiques (PK-PD) conventionnels est leur capacité à intégrer 

de nombreuses covariables. En effet, les modèles PK-PD déterministes suivent le principe de 

parcimonie donc un nombre limité de paramètres sont inclus dans le modèle final afin d’éviter 

de se retrouver dans un système chaotique avec une forte sensibilité aux conditions initiales et 

une forte récurrence. Cette amplification d’erreur conduit à un faible pouvoir prédictif du 

modèle. 

Il faut noter qu’il y avait dans notre étude une différence statistiquement significative 

entre les deux jeux de données concernant les médicaments interacteurs. L’arrêt de 

commercialisation de la lacidipine en France en 2016 (remplacée en pratique clinique par 

l’amlodipine ou la nicardipine, qui sont des inhibiteurs du CYP3A4) peut aisément expliquer 

cette différence (260). 

Cet outil d’aide à la décision clinique permet de considérer de nombreux facteurs 

affectant la pharmacocinétique de la CsA et les concentrations sanguines résiduelles. 

Néanmoins, cet outil présente quelques limites comme ses conditions d’application. Comme 

les RB sont des méthodes d’apprentissage machine probabilistes non-paramétriques, des 

données d’apprentissage plus importantes seraient nécessaires pour améliorer la précision du 

modèle, permettant une discrétisation plus fine avec plus de classes. 
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Chapitre 3 : Conception et validation d’un outil d’aide à la décision thérapeutique, 
exemple du relais IV – oral de la ciclosporine en transplantation de cellules souches 
hématopoïétiques pédiatrique 
 

Publication : Leclerc V, Bleyzac N, Ceraulo A, Bertrand Y, Ducher M. A decision support tool 

to find the best cyclosporine dose when switching from intravenous to oral route in pediatric 

stem cell transplant patients. Eur J Clin Pharmacol. 2020 Oct;76(10):1409-1416. doi: 

10.1007/s00228-020-02918-9. Epub 2020 Jun 12. PMID: 32533216. 

 

Introduction 

 

À distance de la TCSH, le relais de la voie IV à la voie orale (per os) est proposé au 

patient pour l’immunosuppression par CsA. Il s’agit d’un autre temps fort de la greffe où la 

variabilité pharmacocinétique inter- et intra-individuelle intervient à nouveau à travers de 

nombreux facteurs, complexifiant la situation et la prise de décision thérapeutique. Il est 

communément appliqué un ratio de 1 pour 2 lors de ce relais IV-per os (la posologie en cours 

par voie IV est doublée pour le passage à la voie orale). Or, on constate que de nombreux 

patients qui étaient bien équilibrés au moment du relais ne le sont plus à l’issue. Cela suggère 

que ce ratio de doublement ne convient pas à tous les patients ni à toutes les situations, ne leur 

permettant pas de rester dans l’intervalle thérapeutique des concentrations sanguines 

résiduelles cibles de CsA. C’est pourquoi nous avons tenté de développer un nouvel outil d’aide 

à la décision, en faisant appel aux RB afin d’aider les cliniciens à optimiser et individualiser 

les posologies de CsA à administrer par voie orale lors du relais. 

 

Résumé 

La bonne gestion de la variabilité pharmacocinétique des immunosuppresseurs après 

TCSH pédiatrique est un vrai défi clinique. Ainsi, l’objectif de cette étude était de concevoir 

et valider un outil d’aide à la décision clinique permettant de prédire la meilleure dose de 

CsA à administrer par voie orale au moment du relais IV-per os. Pour cela nous avons utilisé 

un jeu de données de 10 ans de TCSH pédiatriques, allant de 2008 à 2018. Un réseau 

bayésien naïf augmenté (RB-TAN, méthode issue de l’intelligence artificielle) a été construit 

avec les données des huit premières années puis validé avec les données des deux dernières. 

Le RB obtenu présente de bonnes performances prédictives, à la fois après validation croisée 
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10-plis et validation externe avec respectivement une AUC-ROC de 0,89 et 0,86, un 

pourcentage de patients mal classés de 28,7% et 35,2%, un taux de vrais positifs de 0,71 et 

0,65, et de faux positifs de 0,12 et 0,14. Le modèle final permet la prédiction de la première 

dose per os de CsA ayant la meilleure probabilité de permettre au clinicien d’atteindre 

l’intervalle thérapeutique pour son patient. L’impact clinique de l’utilisation de ce modèle 

doit être démontré prospectivement. Le respect des conditions d’utilisation de cet outil d’aide 

à la décision est indispensable, ainsi que l’analyse critique du résultat obtenu en le 

confrontant au contexte clinique. 
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Discussion 
 

 

Un outil d’aide à la décision ayant subi une validation externe serait intéressant pour 

aider les cliniciens à résoudre la problématique du maintien de concentrations résiduelles 

sanguines efficaces de CsA dans l’intervalle thérapeutique afin d’éviter une aGVHD sévère, 

des effets toxiques de la CsA, ou une rechute (111, 261, 262). En effet, le nombre important de 

facteurs de variabilité PK rendent la tâche de trouver la meilleure posologie de CsA difficile, 

puisque les cliniciens doivent tous les prendre en compte en même temps (263, 264). Le RB 

TAN que nous proposons possède de bonnes performances s’agissant de définir la meilleure 

première dose de CsA à administrer par voie orale lors du relais IV-per os avec une AUC-ROC 

supérieure à 0,85. 

En fait, les concentrations résiduelles sanguines de CsA sont très variables, à la fois entre 

les individus et tout au long du traitement d’un même patient (265, 266). De nombreux facteurs 

de variabilité ont été identifiés et doivent être pris en compte pour individualiser les 

posologies (114, 239, 263, 264). Par exemple l’inflammation gastro-intestinale a été décrite 

comme l’un des facteurs de variabilité PK lors du relais IV-per os. Les mécanismes impliqués 

sont pluriels : augmentation de la perméabilité capillaire, diminution de l’activité du CYP450, 

et diminution de la motilité intestinale (238, 267, 268). Par conséquent, trouver les bons 

ajustements posologiques requiert une approche globale prenant en compte tous ces facteurs 

de variabilité. Les RB sont une approche qui convient à l’intégration de tous ces facteurs de 

variabilité. Une relation exposition-réponse a été communément admise en TCSH pédiatrique, 

rendant le suivi thérapeutique pharmacologique des concentrations résiduelles sanguines de 

CsA essentiel dans cette population (243, 269). 

La CsA est largement utilisée en pédiatrie, en particulier en transplantation solide et en 

TCSH (269-271). La conversion de la forme IV à la forme pharmaceutique orale est un sujet 

très étudié, surtout sur le plan pharmacocinétique, depuis que la microémulsion NÉORAL® 

est devenue disponible (110, 238, 267, 268, 272-275). Cette forme pharmaceutique a amélioré 

la biodisponibilité par voie orale de la CsA (263, 276). Cependant, des interrogations subsistent 

quant aux facteurs de variabilité PK inter- et intra-individuels comme le temps post-greffe ou 

l’inflammation (238, 239).  L’intérêt de modèles issus de l’IA comme les RB pour construire 

des outils d’aide à la décision cliniques est à la fois de mimer le raisonnement clinique en tenant 

compte de l’incertitude, et la possibilité de prendre en considération simultanément de 

nombreux facteurs de variabilité influant sur la PK de la CsA (277, 278). La plupart des 
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méthodes publiées pour la conversion IV-per os de la CsA utilisent un coefficient général 

appliqué à tous les patients, sans prendre en compte les particularités individuelles (272-274). 

Les RB sont eux capables d’individualiser les posologies de CsA.  

À notre connaissance, notre modèle est le seul à prendre en compte l’impact de 

l’inflammation sur les concentrations résiduelles sanguines de CsA de manière quantitative 

lors du relais IV-per os. De plus, les RB sont capables de prédire les doses même en cas de 

données manquantes, et peuvent gérer de nombreux types de variables simultanément 

(continues, catégorielles…) (259). 

Néanmoins, cette étude présente des limites, notamment liées à notre approche 

monocentrique. En effet, nous n’avons pas d’indication sur la validité de cet outil selon 

l’hétérogénéité des pratiques : le mode d’administration (perfusion continue, ou perfusion de 

moins de 2h), les méthodes analytiques de détermination des concentrations résiduelles 

sanguines de CsA, ni l’effet d’autre facteurs pouvant influencer la PK de la CsA (par exemple 

les médicaments interacteurs comme les antifongiques azolés, les macrolides, le ruxolitinib, 

les antiépileptiques, qui n’étaient pas présents ou trop peu nombreux dans notre cohorte de 

patients). De plus, il y avait une différence statistiquement significative entre les deux jeux de 

données pour la proportion de patients recevant des inhibiteurs des canaux calcique. Cela peut 

aisément s’expliquer par l’arrêt de commercialisation de la lacidipine en 2016 (remplacée en 

pratique clinique par l’amlodipine et la nicardipine, bien connues pour interagir sur le 

métabolisme de la CsA) (260). 

Les données manquantes sont un problème fréquent dans les bases de données médicales. 

Pour construire le RB TAN, nous devions les imputer. Ce processus permet d’améliorer les 

performances prédictives en incorporant des données qui sinon auraient été censurées en tant 

que données manquantes (136, 279). 

Un écueil des RB est la nécessité de discrétiser les variables continues. De ce processus 

peut résulter une perte de précision des prédictions (280). Les covariables utilisées ici 

représentent le meilleur compromis entre une discrétisation performante pour le RB et la 

cohérence avec la pratique clinique, en accord avec la quantité de données disponibles. Les 4 

classes de doses orales peuvent être discutées, mais elles sont compatibles avec la pratique 

clinique.  

Toutefois, cette approche a déjà fait ses preuves pour d’autres applications. Dans un 

précédent travail nous avons montré que les RB TAN permettaient de prédire l’atteinte de 

l’intervalle thérapeutique cible, même en cas de données manquantes (277). C’est d’un grand 
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intérêt en médecine, car les cliniciens font souvent face à des données partielles et font des 

hypothèses (raisonnement sous incertitude) (244, 259, 278, 281, 282). 

Enfin, ce modèle contrairement à d’autres comme la régression logistique, constitue une 

approche dynamique pour le raisonnement médical : l’utilisateur peut tester et apprécier l’effet 

de chaque variable explicative sur la recommandation de première dose per os. Le 

développement d’outils d’aide à la décision clinique issus de l’IA interroge sur de nouvelles 

questions éthiques : qui est responsable in fine de la décision clinique prise ? Ces outils 

semblent utiles en pratique clinique, mais ils ne dispensent pas de sens critique et de 

contextualiser selon le patient l’interprétation du résultat pour prendre la bonne décision (dans 

notre cas la meilleure première dose per os de CsA pour le patient). L’impact clinique de cet 

outil d’aide à la décision (sur la survenue et la sévérité d’aGVHD, cGVHD, et effets 

indésirables, taux de rechute, durée d’hospitalisation, et qualité de vie) doit être évalué. 
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Troisième partie : Discussion générale 
 

Cette troisième et dernière partie de thèse sera dévolue à une discussion générale sur les 

résultats que nous avons obtenus. Nous commencerons par rappeler les apports principaux de 

nos travaux, puis nous discuterons des limites d’ordre clinique, méthodologique, et enfin des 

perspectives qu’ouvre cette thèse.  

 
Apports principaux du travail 
 

 
Nous avons vu dans la première partie de cette thèse la nécessité de basculer vers une 

médecine personnalisée et de précision, tout particulièrement dans le domaine de l’oncologie. 

En effet, de nombreux médicaments à marge thérapeutique étroite y sont utilisés et les patients 

sont soumis à une important variabilité inter- et intra-individuelle en termes de 

pharmacocinétique, de réponse tumorale, et de tolérance. Ainsi l’utilisation de ces 

médicaments en oncologie s’apparente à un système complexe nécessitant une expertise 

importante pour la prise en charge des patients, tout particulièrement en oncohématologie 

pédiatrique où la ciclosporine et le busulfan sont utilisés dans le cadre de la TCSH. 

Parallèlement, les progrès en informatique de ces dernières années nous permettent aujourd’hui 

de stocker et traiter des quantités considérables de données (données massives) en quelques 

instants grâce à ce que l’on appelle « Intelligence Artificielle », alors qu’il faudrait plusieurs 

vies à un humain pour cela. Dans ce cadre, l’utilisation de méthodes issues de l’IA pour 

modéliser le système complexe que constituent les thérapeutiques en oncologie prend tout son 

sens.  

Au travers de notre premier travail (deuxième partie, chapitre 1) nous avons fait la preuve 

de concept qu’il était possible de prédire l’atteinte de l’intervalle thérapeutique des 

concentrations sanguines de CsA. Pour cela nous avons comparé plusieurs méthodes issues de 

l’IA, et prouvé la supériorité du RB TAN dans ce cas (AUC-ROC 0,893). Nous avons aussi 

généré et utilisé des données synthétiques pour étudier l’impact des données manquantes sur 

la performance des modèles (277). Le RB-TAN s’est montré le plus performant jusqu’à 10% 

de données manquantes (AUC-ROC 0,785, 25,8% d’erreur de classification, VPP 0,74). 

Néanmoins, nous avons eu un retour des cliniciens qui souhaitaient un outil qui leur permette 

directement de prédire la meilleure dose de CsA IV initiale à administrer en post-TCSH pour 

maximiser les chances d’atteindre l’intervalle thérapeutique (et ainsi diminuer une certaine 

errance thérapeutique liée à la variabilité interindividuelle et aux posologies fixes 
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recommandées par l’EBMT). Nous avons donc développé le second modèle, que nous avons 

pu valider sur les données 2016-2018 (deuxième partie, chapitre 2) (283). Les performances de 

ce modèle étaient également satisfaisantes avec une AUC-ROC de 0,941 et 17,4% d’erreur de 

classification après validation croisée 10-plis, et une AUC-ROC de 0,804 et 32,8% d’erreur de 

classification après validation externe. Ensuite, nous avons été sollicités par les cliniciens pour 

faire face à une seconde difficulté lors d’un autre temps fort thérapeutique : le relais par voie 

orale de la CsA. Nous avons donc développé et validé un modèle sur le même jeu de données 

en prenant en compte toutes les variables pertinentes à notre disposition, et disponibles en 

pratique clinique courante (deuxième partie, chapitre 3) (284). Les performances après 

validation croisée 10-plis et validation externe étaient respectivement de 0,891 et 0,859 pour 

l’AUC-ROC, et 28,66% et 35,18% pour l’erreur de classification.  

Un modèle qui a vocation à devenir un outil d’aide à la décision doit être construit avec 

un objectif précis selon un besoin défini, avec les futurs utilisateurs et pour ces utilisateurs. 

C’est le fil rouge qui doit guider le modélisateur.  

Nous avons aussi participé au développement d’un modèle pharmacocinétique étudiant 

la variabilité intra-individuelle de la clairance au Bu (disponible en annexe) (285).  

Nos modèles sont les premiers à intégrer autant de variables dans ce domaine de la 

thérapeutique en oncohématologie pédiatrique. Ils présentent un réel intérêt pour modéliser ces 

systèmes complexes, et la sélection des variables inclues doit se faire selon la littérature, 

l’expertise pharmacologique, clinique, et les données disponibles aisément en vie réelle.   

Les travaux préliminaires à certaines de nos publications et présentés en congrès sous 

forme de communications orales ou écrites, ainsi que certains autres travaux sur cette 

thématique sont présentés en annexes.  

 

 
Limites d’ordre clinique 
 

Nos travaux comportent certaines limites d’ordre clinique. Tout d’abord, du fait de 

l’origine monocentrique des données pour la CsA, on peut s’interroger sur la robustesse des 

modèles développés quant à l’hétérogénéité des pratiques. Nos modèles ont été construits à 

partir de peu de patients puisqu’il s’agit de pathologies assez rares, donc malgré la richesse des 

données le caractère monocentrique reste une limite quant à l’extrapolation de nos résultats sur 

d’autres centres ou populations. En effet notre centre utilisait en grande majorité la CsA seule 

en prévention de la GVHD, alors que d’autres centres utilisent en plus du mycophénolate 
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mofétil et du méthotrexate (227, 243). De plus, certaines variables pouvant influer sur la 

pharmacocinétique de la CsA comme le polymorphisme du transporteur ABCB1, non 

disponibles en pratique clinique courante n'ont pas été inclues dans notre modèle (286).  

Notre étude a été la première à prendre en compte l’impact de l’inflammation en plus 

d’autres variables sur la PK de la CsA. L’inflammation, dont la protéine C-réactive est un 

marqueur largement utilisé en clinique, diminue l’activité des CYP450 et donc augmente les 

concentrations des médicaments métabolisés par ces enzymes dont la CsA fait partie (117, 288-

292). Depuis, un autre travail de Ling et coll. a inclus la protéine C-réactive, marqueur de 

l’inflammation, comme covariable dans un modèle PK-pop et a retrouvé que les patients avec 

une CRP élevée nécessitaient des doses de CsA plus importantes, ce qui va à rebours des autres 

études. Les auteurs soulignent d’ailleurs la nécessité de poursuivre les investigations à ce 

sujet (293).  

Pour qu’un modèle soit utile, il faut qu’il soit certes performant, mais aussi qu’il soit 

utilisable. Pour cela, le modèle doit être compréhensible par l’utilisateur, et explicable afin 

d’éviter l’effet « boîte noire » (surtout en santé où l’enjeu est parfois le décès). Plusieurs types 

de modèles, bien que parfois très performants, souffrent de cet écueil : les réseaux de neurones 

profonds, les forêts aléatoires, les machines à vecteurs de support… (294, 295). L’IA explicable 

(en anglais explainable AI ou XAI) a été définie par Barredo Arrieta et coll. en 2020 comme 

un « système produisant des détails ou un raisonnement permettant un fonctionnement clair et 

facilement compréhensible » (296). En terme de décision clinique, pour un patient, la décision 

doit pouvoir être explicable et expliquée par le praticien (297, 298). On distingue deux grands 

types de modèles (hors modèles descriptifs) : les modèles explicatifs, et les modèles prédictifs 

(une forêt aléatoire par exemple). Les modèles explicatifs peuvent être prédictifs, mais 

généralement pas l’inverse. L’exemple typique d’un modèle explicatif permettant de réaliser 

des prédictions est le RB causal. En effet les RB apparaissent comme de bons modèles pour 

des applications médicales, puisque leur représentation graphique et les concepts probabilistes 

qui y sont liés permettent à la fois de décrire, expliquer des phénomènes, de réaliser des 

prédictions, et sont relativement faciles à comprendre pour les utilisateurs (299). Néanmoins, 

l’interprétabilité des modèles peut être améliorée a posteriori si ceux-ci ne sont pas aisément 

intrinsèquement interprétables (arbre de décision, régression) (300, 301). 

Il manque aussi à nos travaux pour pouvoir réellement parler d’outils d’aide à la décision 

l’évaluation prospective de l’impact clinique de leur utilisation, et notamment de leur impact 

sur l’atteinte de l’intervalle thérapeutique, de la survenue d’effets indésirables et de GVHD 
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(aiguë et chronique) (302, 303). Si un impact positif était prouvé, ils pourraient alors être 

utilisés en pratique clinique courante. Cependant il faudra s’interroger sur l’impact des erreurs 

de classification, répondre aux questions éthiques et de responsabilité en cas d’erreur, un 

modèle n’étant jamais fiable à 100% (voir citation de Georges Box en première partie).  

Il semblerait que les concentrations de CsA ne soient pas les seuls déterminants de la 

survenue ou non d’une aGVHD. En effet, une étude récente a établi un lien entre la PK du 

sérum anti-thymoglobuline (ou sérum anti-lymphocytaire, SAL), sur la survenue et la sévérité 

d’aGVHD (304). Il faut ajouter à cela une évolution des pratiques cliniques, et probablement 

de nouvelles variables à inclure dans nos modèles qui pourraient avoir un impact sur les 

concentrations de CsA, ou la survenue d’une GVHD. Par exemple le ruxolitinib est un 

inhibiteur de Janus-Kinase autorisé depuis peu en traitement de la GVHD cortico-résistante, 

ou survenant après arrêt de la CsA. Ce médicament métabolisé par le CYP3A4 (inhibé par la 

CsA), et est un inhibiteur de la P-gp comme la ciclosporine. On ne peut donc pas exclure une 

interaction d’ordre PK entre ces deux médicaments, et des études en ce sens devraient être 

menées. Si l’on se réfère toujours aux interactions PK, les modèles que nous avons développés 

manquent de finesse : nous n’avons pas pu prendre en compte l’importance de l’effet de l’IAM, 

notamment par manque de données (par exemple au sein des antifongiques azolés le 

voriconazole et le fluconazole n’inhibent par le CYP3A4 de la même manière y compris selon 

la voie d’administration, et il en va de même pour l’impact des inhibiteurs calciques comme 

l’amlodipine et la nicardipine) (260, 287, 305-307). Comme nous l’avons évoqué plus haut, 

certains médicaments n’étant plus commercialisés en France (comme la lacidipine) soumettent 

de fait nos études à un biais chronologique lié à l’évolution de la disponibilité des de certains 

médicaments, et donc des pratiques cliniques. 

Dans notre travail présenté en seconde partie (chapitre 3) sur le relais IV-per os de la CsA 

nous n’avons malheureusement pas pu inclure dans le modèle les macrolides et les 

antifongiques azolés, faute de données suffisantes (bien que parmi les macrolides ce soit 

majoritairement l’azithromycine, peu inhibitrice du CYP3A4 qui est utilisée). Cependant, si un 

patient est traité par ces médicaments c’est généralement qu’il présente une infection. Il n’est 

donc pas considéré comme stable, et le relais par voie orale de la CsA est généralement différé.  

Les derniers facteurs de variabilité pouvant limiter la généralisation de nos modèles sont 

la variabilité analytique (selon la méthode de dosage de la CsA) et le mode d’administration de 

la CsA, notamment par voie IV. En effet, dans notre centre elle est administrée en perfusions 

IV de 2h toutes les 12h, mais dans d’autres centres ces perfusions peuvent être plus courtes, ou 

la CsA peut être administrée par perfusion IV continue ce qui induit des modifications sur la 
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PK (308). Les prélèvements de notre centre étaient analysés par méthode immuno-enzymatique 

(309). D’autres méthodes de dosage ont été développées et pourraient être utilisées (310). 
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Limites d’ordre méthodologique 
 

Nous devons être attentifs à la provenance des données et l’accès à l’innovation, car il 

existe des disparités d’ordre géographique, social, ethnique dans l’accès aux soins, et donc la 

généralisation des modèles peut s’en trouver affectée. Fohner et coll. pointent d’ailleurs ce 

problème, notamment à travers les études de pharmacogénomique réalisées majoritairement 

sur des patients caucasiens, et dont les résultats sont utilisés principalement dans les hôpitaux 

les plus importants, en zone urbaine, laissant de côté les populations rurales et/ou d’origine non 

caucasienne (313). Nos données étant monocentriques pour la CsA, obtenues dans un centre 

expert, nous devons avoir conscience de cette limite. 

D’ailleurs concernant les données médicales pour les pathologies rares, les données elles 

aussi sont rares. On a peu de patients malades par rapport aux patients sains dans un jeu de 

données, ou les classes de certaines variables peuvent parfois être très déséquilibrées. Nous 

avons été confrontés à ce problème lors de nos travaux nous obligeant à faire des choix dans le 

pré-traitement des données (par exemple en regroupant certaines variables ou modalités). Nous 

aurions pu travailler sur des données synthétiques afin de rééquilibrer notre jeu de données et 

ainsi ne pas avoir à faire ces regroupements qui peuvent causer une perte d’information (314). 

Il existe pour les travaux présentés dans les chapitres 2 et 3 de la seconde partie un biais 

temporel quant à la validation des modèles puisque la cohorte de patients utilisée pour la 

validation est plus récente (2016-2018) que les données qui ont servi à construire et entrainer 

les modèles (2008-2016) (283, 284). Ce partitionnement de données pour disposer d’un jeu de 

validation est potentiellement responsable à la fois d’une perte d’information pour la 

construction et l’entraînement du modèle, mais diminue aussi les données disponibles pour 

l’étape de validation (bien que nous ayons réalisé une validation croisée 10 plis sur le jeu 

d’entraînement des données) (153, 156). De plus, vu la taille de notre jeu de données nous 

sommes soumis au risque de sur-apprentissage (overfitting en anglais), et ce d’autant que ces 

données sont monocentriques (155). 

Les modèles que nous avons développés pour la CsA sont des photographies instantanées 

à un moment donné du parcours cliniques de la TCSH. Or, du fait de la variabilité intra-

individuelle parfois très importante pouvant exister sur la PK de la CsA, il apparait essentiel 

de disposer de modèles dynamiques afin de pouvoir modéliser et anticiper les effets de cette 

Vii (239). Des RB dynamiques pourraient représenter une réponse à cette problématique, ils 

sont déjà utilisés pour d’autres pathologies, y compris en hématologie (223, 308-311). 
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Ensuite, nous avons dû faire face au problème des données manquantes. Dans le premier 

chapitre de la seconde partie nous avons réalisé une étude sur les données manquantes. Nous 

avons pour cela imputé les données manquantes avant d’en générer aléatoirement dans notre 

jeu de données. La méthode que nous avons utilisée pour cela est l’imputation bayésienne 

multiple (méthode d’imputation stochastique par un modèle). Cette méthode est préférable à 

l’analyse des cas complets et aux méthodes déterministes que nous avons évoquées dans le 

chapitre 2 de la première partie (135-137, 315). Néanmoins, nous aurions dû comparer 

plusieurs méthodes d’imputation afin de pouvoir choisir la meilleure dans notre cas. Nous 

avons utilisé cette même méthode dans les chapitres 2 et 3 de la deuxième partie, avec la même 

limite. Nous avons fait l’hypothèse que nos données manquantes étaient manquantes 

complètement par hasard (MCAR) ou par hasard (MAR), qui sont les types de données 

manquantes les plus fréquentes en médecine. Généralement les différents types de données 

manquantes coexistent au sein d’un même jeu de données. Si la majorité de nos données 

n’étaient pas manquantes au hasard (MNAR), alors la méthode d’imputation multiple ne 

convient pas (elle n’est utilisable que si les MNAR sont en minorité) (137, 316). Nous avions 

toujours moins de 10% de données manquantes dans nos études, ce qui est rassurant quant à la 

qualité de l’imputation multiple et de la modélisation de ces données. En revanche nous avons 

réalisé l’imputation une fois les données déjà discrétisées, ce qui a pu causer une perte 

d’information. Nous assumons ce choix puisque la discrétisation était un point sensible pour 

l’utilisabilité du modèle en clinique comme discuté plus loin.   

Dans nos travaux sur la CsA certaines modalités de variables étant peu représentées, cela 

nous a obligé à les regrouper ce qui a pu causer une perte d’information (par exemple les 

médicaments interacteurs dans l’étude du chapitre 1 de la seconde partie) (277). 

Nous avons aussi fait des choix à propos des algorithmes de structure (le TAN, Tree-

Augmented Naïve) et d’inférence (l’algorithme EM). Nous aurions pu en essayer d’autres 

(nous l’avons fait avec le Naïve Bayes dans le chapitre 1 de la seconde partie) afin de comparer 

les performances des modèles obtenus. Cependant l’algorithme TAN est bien décrit et utilisé 

dans le contexte des données médicales ce qui nous a orienté vers son utilisation (317-319). 

Nous avons aussi été contraints par les logiciels que nous avons utilisés qui nous ont restreints 

aux algorithmes qui y étaient implémentés. Nous n’avons pas utilisé de langage informatique, 

de code (comme R ou Python) dont l’utilisation s’est beaucoup développée ces dernières 

années concernant les réseaux bayésiens (320-323). Ces outils permettent une souplesse 

supplémentaire et donnent plus d’indépendance à l’utilisateur mais ils nécessitent un 

investissement important en termes d’apprentissage.  
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L’avant dernier point rejoint une notion évoquée un peu plus haut : celle d’IA explicable 

(XAI). En effet pour modéliser à partir de réseaux bayésiens nous avons dû préparer nos 

données en les discrétisant. Cette étape de discrétisation est à la fois capitale et complexe 

puisqu’il s’agit bien souvent d’une balance entre performance du modèle et facilité 

d’interprétation et de compréhension pour les utilisateurs. Lors de cette étape il y a un risque 

important de perte d’information et de diminution de la précision des prédictions, c’est ce que 

l’on appelle le biais de discrétisation. Il peut affecter les performances du modèle (280). De 

nombreuses méthodes et algorithmes sont disponibles : nous avons généralement choisi une 

discrétisation selon la littérature ou un avis d’expert, ou selon un algorithme pouvant maximiser 

l’information apportée par la variable (CAIM) ou non (algorithme de fréquence égale ou 

d’intervalle égale) selon la nature de la variable et son importance clinique (258, 280, 324). 

Ces choix ont parfois pu impacter les performances de nos modèles mais étaient nécessaires 

pour qu’ils soient compréhensibles par les utilisateurs et utilisables en clinique (325-327). 

Enfin, le dernier point de discussion méthodologique concerne les indicateurs de 

performance des modèles. Nous avons généralement utilisé l’aire sous la courbe ROC (AUC-

ROC), le pourcentage d’erreur de classification, les valeurs prédictives positives et négatives 

pour nos travaux sur la CsA. D’autres métriques existent comme le taux d’erreur pondéré par 

le nombre de covariables ou le nombre de probabilités conditionnelles qui permet d’attester à 

la fois des performances et de la parcimonie du modèle. Le gain sphérique (spherical payoff) 

aurait aussi pu remplacer l’AUC-ROC puisqu’il s’attache plus aux nuances des probabilités 

obtenues par le RB. Nous aurions aussi pu compléter nos études en rapportant les BIC (critère 

d’information bayésien de Schwartz, ou Bayesian Information Criterion) et améliorations de 

cette métrique tout au long du processus de modélisation pour trouver la meilleure structure du 

réseau (328).  

Après cette discussion sur les limites cliniques et méthodologiques de nos travaux, nous 

devons nous projeter vers les perspectives qu’ils ont ouvertes. 
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Perspectives 
 
 

Déjà bien développées dans le domaine diagnostic en oncologie, les outils d’aide à la 

décision issus de l’IA permettent de diminuer la marge d’erreur humaine, et donc l’errance 

diagnostique comme cela a été montré par Wang et coll. avec des techniques d’apprentissage 

profond dans le cancer du sein (329). Notre travail a vocation à ouvrir la voie à ces outils d’aide 

à la décision en thérapeutique oncologique, dans le but d’améliorer les choix thérapeutiques. Il 

serait nécessaire que les modèles que nous avons développés subissent une validation externe 

par un autre centre afin de tester leur robustesse et leurs performances. Si celles-ci ne 

s’avéraient pas satisfaisantes nous pourrions modéliser à nouveau en intégrant les données du 

ou des centres validateurs.  

On constate une augmentation de plus en plus importante des outils d’aide à la décision 

issus de l’IA, et notamment en co-développement avec la modélisation pharmacométrique 

généralisée comme nous y avons participé avec le busulfan (voir annexe) (190, 285). Il est 

nécessaire d’évaluer méthodiquement ces outils et donc de formuler et respecter certaines 

recommandations. SPIRIT-AI et CONSORT-AI publiés en 2020 pour respectivement la 

rédaction d’un protocole d’essai clinique intégrant des outils d’IA, et le « reporting » des 

résultats de ces essais cliniques intégrant de l’IA ouvrent la voie à cette standardisation de 

l’évaluation clinique de ces nouveaux outils d’aide à la décision (330, 331). D’autres modèles 

ont aussi été proposés pour évaluer les systèmes d’aide à la décision clinique afin de favoriser 

leur adoption par les utilisateurs (302). 

Une large diffusion des outils issus de l’IA en médecine, en oncologie, en pharmacie et 

pharmacologie nécessite également que les professionnels de santé soient formés et entraînés 

à la compréhension et l’usage de ces outils (332). Cela sous-entend aussi que ces professionnels 

soient tous équipés. Des observateurs pensent que le coût financier de telles évolutions va aller 

en diminuant, les rendant de plus en plus soutenables et accessibles, bien que nécessitant une 

planification financière de la part des établissements de santé. Les bénéfices attendus pour les 

professionnels et les patients de ces outils d’IA sont principalement une plus grande rapidité 

de rendu des diagnostics, des résultats, une optimisation thérapeutique, et un gain de temps 

grâce à la machine permettant de laisser plus de place à l’humain et aux relations avec le 

patient (333-335).  

En oncohématologie et en TCSH l’EBMT préconise d’homogénéiser les pratiques au 

niveau institutionnel, national, et européen afin de pouvoir recueillir et analyser de larges bases 
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de données et ainsi intégrer des systèmes d’intelligence artificielle aux décisions 

thérapeutiques : c’est ce qu’ils appellent le système de management de la qualité JACIE 

4.0 (336). C’est d’ailleurs à la même échelle européenne qu’est né le consortium HONEUR 

souhaitant travailler sur les données de vie réelle à grande échelle en oncohématologie (337). 

L’American Society for Clinical Oncology (ASCO) a mis en place depuis 2018 une initiative 

nommé m-CODE (Minimal Common Oncology Data Elements) visant à structurer les données 

de santé des patients atteints de cancer et ainsi améliorer l’interopérabilité pour l’exploitation 

de ces données (338). Les initiatives sont de plus en plus nombreuses, reliant IA et 

oncohématologie, avec de nombreuses applications comme des améliorations pronostiques 

(niveaux de risques affinés) (339). Ces initiatives sont à encourager dans tous les domaines, et 

notamment dans le domaine de la thérapeutique où l’apport de données pharmacologiques 

semble indispensable. L’apport de l’IA en pharmacologie clinique suscite un certain 

enthousiasme avec l’augmentation des données disponibles et les perspectives ouvertes pour 

caractériser la variabilité, en particulier au niveau individuel. Les espoirs sont de pouvoir 

contribuer significativement à la médecine personnalisée en adaptant au mieux les posologies 

des médicaments (340). 

L’IA s’invite pour améliorer les performances de modèles PK traditionnels dans d’autres 

disciplines médicales notamment en infectiologie avec cet exemple de la vancomycine (341), 

ou une autre étude portant sur la rifampicine et prônant un gain de temps grâce à l’apprentissage 

machine (342),  mais aussi en transplantation d’organes solides avec deux autres 

immunosuppresseurs à marge thérapeutique étroite : le mycophénolate mofétil et le 

tacrolimus (343, 344). Des méthodes issues de l’IA ont également été utilisées pour 

sélectionner des covariables pertinentes à inclure dans des modèles de survie, comme le 

présente une étude sur le bévacizumab dans le cancer colorectal (345).  

Des essais cliniques randomisés (SHIVA, MOSCATO) ont tenté de traiter des patients 

atteints de cancer par des thérapies ciblées en fonction de caractéristiques moléculaires (346-

348). Ces essais dont le but était de porter la médecine personnalisée en oncologie ont été 

décevants en termes de résultats. Depuis, un logiciel basé sur l’IA a proposé une priorisation 

des traitements selon les données de l’essai clinique SHIVA (349). On peut s’interroger sur 

l’impact de la variabilité inter- et intra-individuelle vis-à-vis des thérapies ciblées administrées 

aux patients qui n’a pas été prise en compte sur la réponse aux traitements et les résultats 

négatifs de ces essais. Cela suggère que l’approche de la médecine personnalisée et de précision 

sur des cibles moléculaires devrait être accompagnée d’une personnalisation des traitements 
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aux patients selon leur variabilité pharmacocinétique inter- et intra-individuelle (par exemple 

via le STP de ces molécules, des modèles pharmacocinétiques, ou issus de l’IA permettant 

d’adapter les posologies au contexte clinico-biologique du patient et son évolution).  

L'université de Newcastle en Australie a lancé le programme PREDICT (Pathway of 

Research to Evaluation of Dose-Individualized Cancer Therapy) qui a pour but de promouvoir 

le suivi thérapeutique pharmacologique des anticancéreux afin d’individualiser les thérapies 

ciblées ou non grâce à des algorithmes pour réduire les effets indésirables et optimiser les 

chances de succès thérapeutique. Les initiatives de recherches à ce sujet sont de plus en plus 

nombreuses, elles doivent pouvoir être évaluées et implémentées en pratique clinique courante 

afin de pouvoir réellement bénéficier aux patients. 

Nous espérons que les travaux de cette thèse auront fait la preuve de concept de l’intérêt 

de mêler IA, pharmacologie, et oncologie, afin de mieux personnaliser et cibler les 

thérapeutiques des patients atteints de cancers. Nous avons vu le frémissement du 

développement de ces méthodes, nous espérons désormais qu’il se poursuivra et se 

transformera en bouillonnement pérenne pour aboutir à des outils d’aide à la décision validés 

qui amélioreront la prise en charge des patients. 
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Conclusions 
 

Nous avons proposé à travers ces travaux des modèles et outils d’aide à la décision 

thérapeutique sous forme de réseaux bayésiens pour l’optimisation et la personnalisation des 

traitements par deux médicaments à marge thérapeutique étroite utilisés en TCSH pédiatrique : 

la ciclosporine et le busulfan. Ces modèles ont été validés, mais leur utilisation en clinique doit 

encore être éprouvée. De nombreux défis sont à venir : l’évaluation de ces nouveaux types de 

modèles, aussi bien sur un plan méthodologique que clinique doit nous pousser à améliorer nos 

connaissances, compétences, et capacités à travailler en équipes transversales et 

multidisciplinaires, car sinon leur acceptabilité et leur utilisabilité pourraient être négativement 

impactées. La place des méthodes issues de l’IA comme les réseaux bayésiens, en complément 

d’autres méthodes de modélisation largement utilisées en pharmacologie doit aussi être 

discutée. La mise en commun de données structurées, fiables et disponibles est également un 

enjeu stratégique capital afin de pouvoir concevoir, valider, et ensuite appliquer le plus 

largement et le plus justement possible ces modèles.  
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Introduction 

Allogeneic hematopoietic stem cell transplantation (HSCT) revolutionized the treatment of 

both malignant and non-malignant hematologic diseases. An immunosuppressive regimen is 

needed after HSCT, generally including cyclosporine A (CsA). However, this drug with narrow 

therapeutic index is difficult to handle for clinicians. Finding the best initial dosing regimen in 

pediatric patients is not only challenging because of the extremely wide inter-individual 

variability encountered in this population, but also essential to shorten time to reach therapeutic 

range which reduces the risk of occurrence and severity of both acute and chronic graft versus 

host disease. 

Objectives 

The aim of this work was to design a decision tool to help clinicians finding the best initial 

CsA dosing regimen after pediatric HSCT by using a probabilistic artificial intelligence method 

(Bayesian network, BN). 

Methods 

We built a BN with data from a retrospective monocentric cohort of 149 pediatric patients 

undergoing HSCT from 2008 to 2016. We recorded anthropometric, clinical, and biological 

data. We used the WEKA software (version 3.8.2) to build the BN on train data and to perform 

a ten-fold cross-validation. We generated with the Tree-Augmented Naïve (TAN) algorithm 

the network structure and used conditional probabilities to fill the probabilities tables. We 

assessed predictive performance with AUC-ROC, the percentage of misclassified patients, the 

true and false positive rates (TPR and FPR respectively). The final BN was then replicated in 

the Netica software (version 6.05), allowing an easy online use. 
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Results 

We included 11 variables in the final model in addition to the target variable (the initial 

intravenous dosing regimen). On train data, the TAN-BN AUC-ROC was 0.99, the percentage 

of misclassification 4.03%, the TPR 0.96, and the FPR 0.08. After a 10-fold cross-validation 

the model had an AUC-ROC of 0.95, 10.07% of misclassified patients, a TPR of 0.90 and a 

FPR of 0.19.  

Conclusion 

We designed and cross-validated a Bayesian network showing interesting predictive capacity 

to find the best CsA initial dosing regimen after pediatric HSCT. This model should undergo 

an external validation before its use in clinical practice. 
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Introduction 

Switching a drug from intravenous (IV) to oral route is often challenging for clinicians, 

particularly for drugs with narrow therapeutic index. This is the case in pediatric hematopoietic 

stem cell transplantation (HSCT) with immunosuppressant such as cyclosporine A (CsA), the 

most widely used one. This drug has a large interindividual variability towards bioavailability, 

justifying a global approach. Bayesian networks (BN) are classification and prediction 

probabilistic models, belonging to artificial intelligence (AI). They are of interest in medicine 

as they can deal with many variables, missing values, and provide an easy-to-understand graph 

allowing predictions thanks to inference algorithms. 

Objectives 

The purpose of this work was designing a decision tool to help clinicians finding the best oral 

CsA dosing regimen in pediatric HSCT patients when switching from IV route, using a 

probabilistic AI method (BN). 

Methods 

We built a BN with data from a retrospective monocentric cohort of 147 pediatric patients 

undergoing HSCT from 2008 to 2016. We recorded anthropometric, clinical, and biological 

data. We used the WEKA software (version 3.8.2) to build the BN on train data and to perform 

a ten-fold cross-validation. We used the Tree-Augmented Naïve (TAN) algorithm for the 

network structure and conditional probabilities to fill the probabilities tables. We assessed 

predictive performance with AUC-ROC, the percentage of misclassified patients, the true and 

false positive rates (TPR and FPR respectively). The final BN was then replicated in the Netica 

software (version 6.05), allowing an easy online use. 

Results 
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We included 16 variables in the final model in addition to the target variable (the oral dosing 

regimen at switching time). On train data the TAN-BN AUC-ROC was 0.97, the percentage of 

misclassification 13.6%, the TPR 0.86, and the FPR 0.06. After a 10-fold cross-validation the 

model had an AUC-ROC of 0.85, 30.6% of misclassified patients, a TPR of 0.69 and a FPR of 

0.14.  

Conclusion 

We designed and cross-validated a bayesian network showing promising predictive capacity to 

find the best oral CsA dosing regimen at time of changing administration route after pediatric 

HSCT. This model should undergo an external validation before its use in clinical practice. 
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Maladie du greffon contre l’hôte en transplantation de cellules souches 

hématopoïétiques pédiatrique : une approche par fouille de données. 
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Maïeutique Lyon-Sud Charles Mérieux, Université Claude Bernard Lyon 1, 165 

chemin du Grand Revoyet-BP 12, 69921 Oullins Cedex, France 

3. UMR CNRS 5558, Laboratoire de Biométrie et Biologie Évolutive, Équipe EMET, 

Université Lyon 1 

Introduction : La maladie du greffon contre l’hôte (ou graft-versus-host disease, GVHD) est 

l’une des principales complications pouvant survenir après une transplantation de cellules 

souches hématopoïétiques (TCSH). Elle peut être aiguë (aGVHD) ou chronique (cGVHD) si 

elle survient après les 100 premiers jours suivant la greffe. La aGVHD est divisée en 5 grades 

(0 à 4) par la classification de Glucksberg. Une aGVHD de grade 1 peut être souhaitée dans les 

pathologies malignes (moins de rechutes et effet graft-versus-leukemia) alors qu’une aGVHD 

de grade 2 ou plus est considérée comme délétère pour le patient(réf). La survenue d’une 

aGVHD est multifactorielle et fait intervenir des phénomènes complexes. Aussi, l’application 

de méthodes de fouille de données (data mining) semble indiquée pour tenter de comprendre 

les déterminants et la part explicable de la aGVHD. 

Matériels et méthodes : Nous avons recueilli les données de patients pédiatriques ayant reçu 

une TCSH entre 2008 et 2018. Au total, 162 patients ont été inclus dans l’analyse, avec 21 

variables (données anthropométriques, cliniques, biologiques, et thérapeutiques). La variable 

d’intérêt était la survenue d’une aGVHD soit de grade 0 ou 1, soit de grade 2 à 4 selon la 

classification de Glucksberg. Nous avons ensuite réalisé un réseau bayésien naïf augmenté (RB 

TAN, logiciel Netica™ version 6.05), qui nous a permis d’obtenir l’information mutuelle de 

chaque variable sur la survenue d’une aGVHD. Nous avons ensuite pu utiliser l’inférence du 

réseau bayésien pour tester des hypothèses et émettre des conjectures. 

Résultats : Le RB TAN obtenu décrit de façon satisfaisante nos données avec une AUC-ROC 

de 0.99, et 3.7% de patients mal classés. Les variables apportant le plus d’information pour 
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prédire la survenue et la sévérité d’une aGVHD sont liées au greffon (10.6% pour l’origine du 

greffon, 8.6% pour la quantité de lymphocytes T3 par kilo, 6.5% pour la quantité de cellules 

nucléées totale par kilo, 4.5% pour la quantité de cellules CD34+ par kilo), au conditionnement 

(7.5% pour la dose de sérum anti-lymphocytaire, 4.3% pour l’étoposide, 3.6% pour l’irradiation 

corporelle totale, et 2.3% pour le busulfan), au patient (7.2% pour l’âge), ou à la concentration 

résiduelle de ciclosporine A utilisée en prophylaxie de la aGVHD (3.6% pour le 3ème 

prélèvement post-greffe, réalisé majoritairement entre J-7 et J-9 post-greffe). Après inférence, 

il semblerait que les patients sous-exposés en ciclosporine au 3ème prélèvement post-greffe aient 

plus de risque de développer une aGVHD de grade 2 ou plus, ainsi que les patients irradiés, ou 

recevant de l’étoposide lors du conditionnement. La présence de busulfan semble être un 

facteur protecteur. 

Discussion/Conclusion : La survenue d’une aGVHD et sa sévérité semblent assez difficiles à 

prédire avec les données usuellement disponibles. Notre étude est la première à utiliser la 

fouille de données pour explorer les déterminants de la aGVHD. Néanmoins il s’agit d’une 

étude monocentrique avec peu de patients, et les techniques de fouilles de données ont des 

performances améliorées lorsqu’elles traitent des données massives (big data). Il serait 

intéressant de disposer d’une base de données plus importante (européenne ou mondiale). Il 

semble possible de minimiser le risque de survenue et de sévérité de aGVHD grâce au choix 

du conditionnement et à l’adaptation précoce des doses de ciclosporine. Enfin, des études 

fondamentales et cliniques apparaissent nécessaires afin de mieux appréhender ce phénomène. 
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CELLULES SOUCHES HÉMATOPOÏÉTIQUES PÉDIATRIQUE : UNE 
APPROCHE PAR FOUILLE DE DONNÉES. 

Vincent Leclerc1,2, Michel Ducher1,2, Laurent Bourguignon1,3 

INTRODUCTION 

La maladie du greffon contre l’hôte (ou graft-versus-host disease, GVHD) est  des principales complications pouvant survenir après une 
transplantation de cellules souches hématopoïétiques (TCSH) 

  faible grade de GVHD aiguë (aGVHD) peut être souhaitée dans les pathologies malignes (moins de rechutes et effet graft-versus-
leukemia) 
Les aGVHD sont difficiles à anticiper (intervention de phénomènes multifactoriels complexes)  

MATERIEL ET METHODE 

Données: 162 patients d’un centre d’oncologie pédiatrique ayant reçu une TCSH entre 2008 et 2018 
Au total 21 variables retenues pour la modélisation (données anthropométriques, cliniques, biologiques, et thérapeutiques) 
Variable   survenue d’une aGVHD de grade 0 ou 1 selon la classification de Glucksberg 
Un réseau bayésien naïf augmenté a été construit (RB TAN, logiciel Netica  version 6.05)  obtention de  mutuelle de chaque 
variable sur la survenue  aGVHD, et inférence  

RESULTATS 

DISCUSSION/CONCLUSION 

La survenue d’une aGVHD et sa sévérité semblent assez difficiles à prédire avec les données usuellement disponibles 
Notre étude basée sur une méthode originale de fouille de données montre  des variables liées au greffon, au patient, et au 
conditionnement sur le contrôle du grade de aGVHD 
Le niveau  intervient, mais de manière complexe (variabilité de la liaison selon la séquence du prélèvement).   

Notre objectif était d’évaluer les facteurs les plus fortement associés à une aGVHD de grade 1, par une méthode de 
fouille de données (data mining) 

1. Pharmacie à Usage Intérieur, Hôpital Pierre Garraud, Groupement Hospitalier Nord, Hospices Civils de Lyon, 136 rue du Commandant Charcot, 69005 Lyon, France 
2. EMR 3738, Ciblage Thérapeutique en Oncologie, Faculté de Médecine et de Maïeutique Lyon-Sud Charles Mérieux, Université Claude Bernard Lyon 1, 165 chemin du Grand Revoyet-BP 12, 

69921 Oullins Cedex, France 
3. UMR CNRS 5558, Laboratoire de Biométrie et Biologie Évolutive, Équipe EMET, Université Lyon 1 

Le suivi thérapeutique pharmacologique,  du conditionnement et du traitement 
immunosuppresseur semblent utiles pour contrôler la survenue et la sévérité de aGVHD en 
population pédiatrique.  
Le pharmacien a toute sa place dans cette prise en charge complexe. 

Figure 1: Pourcentage  mutuelle apportée par les variables 
explicatives sur la survenue et  de la aGVHD   

Figure 2:  Réseau bayésien naïf augmenté 

Aire sous la courbe ROC du RB TAN = 0,99 
3,7% de patients mal classés 
Inférence : 

Augmentation du risque de développer un aGVHD de grade  2 : sous-exposition en CsA au 3ème prélèvement post-greffe, irradiation 
corporelle totale, étoposide lors du conditionnement 
La présence de busulfan dans le conditionnement semble être un facteur protecteur 

Mots clés : Intelligence artificielle, hématologie, pédiatrie, pharmacie clinique 
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Allogeneic HSCT revolutionized the treatment of hematologic diseases. An 

immunosuppressive regimen is needed after HSCT, generally including cyclosporine 

A (CsA), a narrow therapeutic index drug difficult to handle for clinicians. Finding the 

best initial dosing regimen is challenging because of the wide inter-individual variability 

encountered in pediatric patients, but essential to shorten time to reach therapeutic 

range, which reduces the risk of occurrence and severity of acute and chronic graft 

versus host disease. 

The aim of this work was to design a decision tool to help clinicians finding the best 

initial CsA dosing regimen after pHSCT by using a probabilistic AI method (Bayesian 

network, BN). 

We built a BN with anthropometric, clinical, and biological data from a retrospective 

monocentric cohort of 149 patients undergoing pHSCT from 2008 to 2016. The WEKA 

software (version 3.8.2) was used to build the BN on train data and to perform a ten-

fold cross-validation. We generated with the Tree-Augmented Naïve (TAN) algorithm 

the network structure and used conditional probabilities to fill the probabilities tables. 

We assessed predictive performance with AUC-ROC, percentage of misclassified 

patients, true and false positive rates (TPR and FPR respectively). The final BN was 

then replicated in the Netica software (version 6.05), allowing an easy online use. 

We included 11 variables in the final model in addition to the target variable (initial 

intravenous dosing regimen). On train data, the TAN-BN AUC-ROC was 0.99, the 

percentage of misclassification 4.03%, the TPR 0.96, and the FPR 0.08. After a 10-
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fold cross-validation the model had an AUC-ROC of 0.95, 10.07% of misclassified 

patients, a TPR of 0.90 and a FPR of 0.19. 

We designed and cross-validated a BN showing interesting predictive capacity to find 

the best CsA initial dosing regimen after pHSCT. This model should undergo an 

external validation before its use in clinical practice. 
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An artificial intelligence (AI) tool to find the best cyclosporine initial intravenous dosing regimen in 
pediatric hematopoietic stem cell transplantation (pHSCT)

Vincent Leclerc1, Michel Tod1, Michel Ducher1, Nathalie Bleyzac1
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Background & Objectives

• Hematopoietic stem cell transplantation (HSCT) in pediatrics = complex clinical situation, many differences between patients

• Cyclosporine A (CsA) = narrow therapeutic margin drug, high inter-individual and intra-individual PK variability, many variation factors

• Underdosing or overdosing of CsA serious complications (GVHD, toxicity, relapse…)

• Some limitations of PK approaches for optimal first dose determination

• Aim of the study: design a decision tool to help clinicians finding the best initial CsA dosing regimen after pHSCT by using a probabilistic

AI method (Bayesian network, BN).

Material & Methods

Tableau 1: 

Discussion & Conclusion

• We designed and cross-validated a BN showing interesting predictive capacity to find the best CsA initial dosing regimen after pHSCT.

• Artificial intelligence approaches like BN seem useful when applied to complex clinical situations

• BN advantages such as easiness of appropriation, and ability to give a result even with missing information

• This model has been reworked and validated with an external pediatric cohort (data from 2016 to 2018). A scientific article is under

submission.

• Promising approach with good results, however monocentric (generalization and applicability according to practice changes?)

• Inclusion criteria first IV dose: starting CsA the day before HSCT and 1st
CsA trough blood concentration available
• Discretization : according literature or with entropy or equal width
methods, depending on the variable
• Missing data imputation : with a Naïve bayes classifier (Orange Canvas
software version 3.2)
• Modelling procedure : Tree-Augmented Naïve BN (TAN-BN) and external
validation (Weka software version 3.8.2)
• Online support decision tool (Netica software version 6.05)

Figure 1: Flow chart

Figure 2: Final Bayesian Network

• Train data:
AUC-ROC = 0.99
Misclassified patients = 4.03%
TPR = 0.960
FPR = 0.008

• Ten-fold cross-validation :
AUC-ROC = 0.95
Misclassified patients = 10.07%
TPR = 0.900
FPR = 0.190

Results
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Publication : Marsit H, Philippe M, Neely M, Rushing T, Bertrand Y, Ducher M, Leclerc V, 

Guitton J, Bleyzac N, Goutelle S. Intra-individual Pharmacokinetic Variability of Intravenous 

Busulfan in Hematopoietic Stem Cell-Transplanted Children. Clin Pharmacokinet. 2020 

Aug;59(8):1049-1061. doi: 10.1007/s40262-020-00877-z. PMID: 32157629. 

  



 120 

 



<<
  /ASCII85EncodePages false
  /AllowTransparency false
  /AutoPositionEPSFiles true
  /AutoRotatePages /None
  /Binding /Left
  /CalGrayProfile (Dot Gain 20%)
  /CalRGBProfile (sRGB IEC61966-2.1)
  /CalCMYKProfile (U.S. Web Coated \050SWOP\051 v2)
  /sRGBProfile (sRGB IEC61966-2.1)
  /CannotEmbedFontPolicy /Error
  /CompatibilityLevel 1.4
  /CompressObjects /Tags
  /CompressPages true
  /ConvertImagesToIndexed true
  /PassThroughJPEGImages true
  /CreateJobTicket false
  /DefaultRenderingIntent /Default
  /DetectBlends true
  /DetectCurves 0.0000
  /ColorConversionStrategy /CMYK
  /DoThumbnails false
  /EmbedAllFonts true
  /EmbedOpenType false
  /ParseICCProfilesInComments true
  /EmbedJobOptions true
  /DSCReportingLevel 0
  /EmitDSCWarnings false
  /EndPage -1
  /ImageMemory 1048576
  /LockDistillerParams false
  /MaxSubsetPct 100
  /Optimize true
  /OPM 1
  /ParseDSCComments true
  /ParseDSCCommentsForDocInfo true
  /PreserveCopyPage true
  /PreserveDICMYKValues true
  /PreserveEPSInfo true
  /PreserveFlatness true
  /PreserveHalftoneInfo false
  /PreserveOPIComments true
  /PreserveOverprintSettings true
  /StartPage 1
  /SubsetFonts true
  /TransferFunctionInfo /Apply
  /UCRandBGInfo /Preserve
  /UsePrologue false
  /ColorSettingsFile ()
  /AlwaysEmbed [ true
  ]
  /NeverEmbed [ true
  ]
  /AntiAliasColorImages false
  /CropColorImages true
  /ColorImageMinResolution 300
  /ColorImageMinResolutionPolicy /OK
  /DownsampleColorImages true
  /ColorImageDownsampleType /Bicubic
  /ColorImageResolution 300
  /ColorImageDepth -1
  /ColorImageMinDownsampleDepth 1
  /ColorImageDownsampleThreshold 1.50000
  /EncodeColorImages true
  /ColorImageFilter /DCTEncode
  /AutoFilterColorImages true
  /ColorImageAutoFilterStrategy /JPEG
  /ColorACSImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /ColorImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /JPEG2000ColorACSImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /JPEG2000ColorImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /AntiAliasGrayImages false
  /CropGrayImages true
  /GrayImageMinResolution 300
  /GrayImageMinResolutionPolicy /OK
  /DownsampleGrayImages true
  /GrayImageDownsampleType /Bicubic
  /GrayImageResolution 300
  /GrayImageDepth -1
  /GrayImageMinDownsampleDepth 2
  /GrayImageDownsampleThreshold 1.50000
  /EncodeGrayImages true
  /GrayImageFilter /DCTEncode
  /AutoFilterGrayImages true
  /GrayImageAutoFilterStrategy /JPEG
  /GrayACSImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /GrayImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /JPEG2000GrayACSImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /JPEG2000GrayImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /AntiAliasMonoImages false
  /CropMonoImages true
  /MonoImageMinResolution 1200
  /MonoImageMinResolutionPolicy /OK
  /DownsampleMonoImages true
  /MonoImageDownsampleType /Bicubic
  /MonoImageResolution 1200
  /MonoImageDepth -1
  /MonoImageDownsampleThreshold 1.50000
  /EncodeMonoImages true
  /MonoImageFilter /CCITTFaxEncode
  /MonoImageDict <<
    /K -1
  >>
  /AllowPSXObjects false
  /CheckCompliance [
    /None
  ]
  /PDFX1aCheck false
  /PDFX3Check false
  /PDFXCompliantPDFOnly false
  /PDFXNoTrimBoxError true
  /PDFXTrimBoxToMediaBoxOffset [
    0.00000
    0.00000
    0.00000
    0.00000
  ]
  /PDFXSetBleedBoxToMediaBox true
  /PDFXBleedBoxToTrimBoxOffset [
    0.00000
    0.00000
    0.00000
    0.00000
  ]
  /PDFXOutputIntentProfile ()
  /PDFXOutputConditionIdentifier ()
  /PDFXOutputCondition ()
  /PDFXRegistryName ()
  /PDFXTrapped /False

  /CreateJDFFile false
  /Description <<

    /BGR <>
    /CHS <FEFF4f7f75288fd94e9b8bbe5b9a521b5efa7684002000410064006f006200650020005000440046002065876863900275284e8e9ad88d2891cf76845370524d53705237300260a853ef4ee54f7f75280020004100630072006f0062006100740020548c002000410064006f00620065002000520065006100640065007200200035002e003000204ee553ca66f49ad87248672c676562535f00521b5efa768400200050004400460020658768633002>
    /CHT <FEFF4f7f752890194e9b8a2d7f6e5efa7acb7684002000410064006f006200650020005000440046002065874ef69069752865bc9ad854c18cea76845370524d5370523786557406300260a853ef4ee54f7f75280020004100630072006f0062006100740020548c002000410064006f00620065002000520065006100640065007200200035002e003000204ee553ca66f49ad87248672c4f86958b555f5df25efa7acb76840020005000440046002065874ef63002>
    /CZE <>
    /DAN <>
    /DEU <>
    /ESP <>
    /ETI <>
    /FRA <>
    /GRE <>

    /HRV (Za stvaranje Adobe PDF dokumenata najpogodnijih za visokokvalitetni ispis prije tiskanja koristite ove postavke.  Stvoreni PDF dokumenti mogu se otvoriti Acrobat i Adobe Reader 5.0 i kasnijim verzijama.)
    /HUN <>
    /ITA <>
    /JPN <FEFF9ad854c18cea306a30d730ea30d730ec30b951fa529b7528002000410064006f0062006500200050004400460020658766f8306e4f5c6210306b4f7f75283057307e305930023053306e8a2d5b9a30674f5c62103055308c305f0020005000440046002030d530a130a430eb306f3001004100630072006f0062006100740020304a30883073002000410064006f00620065002000520065006100640065007200200035002e003000204ee5964d3067958b304f30533068304c3067304d307e305930023053306e8a2d5b9a306b306f30d530a930f330c8306e57cb30818fbc307f304c5fc59808306730593002>
    /KOR <FEFFc7740020c124c815c7440020c0acc6a9d558c5ec0020ace0d488c9c80020c2dcd5d80020c778c1c4c5d00020ac00c7a50020c801d569d55c002000410064006f0062006500200050004400460020bb38c11cb97c0020c791c131d569b2c8b2e4002e0020c774b807ac8c0020c791c131b41c00200050004400460020bb38c11cb2940020004100630072006f0062006100740020bc0f002000410064006f00620065002000520065006100640065007200200035002e00300020c774c0c1c5d0c11c0020c5f40020c2180020c788c2b5b2c8b2e4002e>
    /LTH <>
    /LVI <>
    /NLD (Gebruik deze instellingen om Adobe PDF-documenten te maken die zijn geoptimaliseerd voor prepress-afdrukken van hoge kwaliteit. De gemaakte PDF-documenten kunnen worden geopend met Acrobat en Adobe Reader 5.0 en hoger.)
    /NOR <>
    /POL <>
    /PTB <>
    /RUM <>
    /RUS <>
    /SKY <>
    /SLV <>
    /SUO <>
    /SVE <>
    /TUR <>
    /UKR <>
    /ENU (Use these settings to create Adobe PDF documents best suited for high-quality prepress printing.  Created PDF documents can be opened with Acrobat and Adobe Reader 5.0 and later.)
  >>
  /Namespace [
    (Adobe)
    (Common)
    (1.0)
  ]
  /OtherNamespaces [
    <<
      /AsReaderSpreads false
      /CropImagesToFrames true
      /ErrorControl /WarnAndContinue
      /FlattenerIgnoreSpreadOverrides false
      /IncludeGuidesGrids false
      /IncludeNonPrinting false
      /IncludeSlug false
      /Namespace [
        (Adobe)
        (InDesign)
        (4.0)
      ]
      /OmitPlacedBitmaps false
      /OmitPlacedEPS false
      /OmitPlacedPDF false
      /SimulateOverprint /Legacy
    >>
    <<
      /AddBleedMarks false
      /AddColorBars false
      /AddCropMarks false
      /AddPageInfo false
      /AddRegMarks false
      /ConvertColors /ConvertToCMYK
      /DestinationProfileName ()
      /DestinationProfileSelector /DocumentCMYK
      /Downsample16BitImages true
      /FlattenerPreset <<
        /PresetSelector /MediumResolution
      >>
      /FormElements false
      /GenerateStructure false
      /IncludeBookmarks false
      /IncludeHyperlinks false
      /IncludeInteractive false
      /IncludeLayers false
      /IncludeProfiles false
      /MultimediaHandling /UseObjectSettings
      /Namespace [
        (Adobe)
        (CreativeSuite)
        (2.0)
      ]
      /PDFXOutputIntentProfileSelector /DocumentCMYK
      /PreserveEditing true
      /UntaggedCMYKHandling /LeaveUntagged
      /UntaggedRGBHandling /UseDocumentProfile
      /UseDocumentBleed false
    >>
  ]
>> setdistillerparams
<<
  /HWResolution [2400 2400]
  /PageSize [612.000 792.000]
>> setpagedevice


