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Abstract

This manuscript presents the work carried out within the framework of the CIFRE
thesis conducted in partnership between LITIS and Saagie and which is part of the
PANDORE-IA project in association with the VIFASOM sleep center.

Electroencephalographic (EEG) signals are very useful in helping experts identify va-
rious abnormalities like sleep disorders. Recently, the community has shown great
interest in long COVID and its various impacts on sleep. However, these signals are
voluminous : compression allows reducing storage and transfer costs. Recent compres-
sion approaches are based on autoencoders that use a cost function to learn. It is
usually the Mean Squared Error (MSE), but there are metrics more suited to time se-
ries, particularly Dynamic Time Warping (DTW). However, DTW is not differentiable
and thus can not be used as a loss for end-to-end learning.

To solve this problem, we propose in this thesis two approaches to approximate DTW
based on neural networks. The first approach uses a Siamese network to project the
signals so that the Euclidean distance of the projected signals is as close as possible to
the DTW of the original signals. The second approach attempts to predict directly the
DTW value. We show that these approaches are faster than other differentiable ap-
proximations of DTW while obtaining results similar to DTW in query or classification
on sleep data.

We then demonstrate that the Siamese approximation can be used as a cost function
for learning a sleep signal compression system based on an autoencoder. We justify the
choice of the network architecture by the fact that it allows us to vary the compression
rate. We evaluate this compression system by classification on the compressed and then
reconstructed signals, and show that the usual measures of compression quality do not
allow for a proper assessment of a compression system’s ability to retain discriminative
information. We show that our D'TW approximations yield better performance on the
reconstructed data than conventional compression algorithms and other reconstruction
losses.

Finally, to study the impact of long COVID on insomnia, we collect and provide
the community with a dataset named COVISLEEP, containing polysomnographies
of individuals who developed chronic insomnia after COVID infection, and of those
suffering from chronic insomnia but who have not been infected by the virus. We
compare various state-of-the-art approaches for sleep staging, and use the best one



for learning the detection of long COVID. We highlight the difficulty of the task,
especially due to the high variability among patients. This offers a complex dataset to
the community that allows for the development of more effective methods.
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Résumé

Ce manuscrit présente les travaux effectués dans le cadre d’une these CIFRE réalisée
en collaboration entre le LITIS et Saagie, et qui s’inscrit dans le projet PANDORE-TA
en partenariat avec le centre du sommeil VIFASOM.

Les signaux électroencéphalographiques (EEG) sont tres utiles pour aider les experts
a identifier diverses anomalies comme les troubles du sommeil. En particulier derniere-
ment, la communauté s’est beaucoup intéressée au COVID long et a ses divers impacts
sur le sommeil. Ces signaux sont cependant volumineux : la compression permet de
réduire les colits de stockage et de transfert. Les approches récentes de compression
se basent sur des autoencodeurs qui utilisent une fonction de cotit pour apprendre.
Celle-ci est usuellement la MSE, mais il existe des métriques plus adaptées aux séries
temporelles, en particulier DTW. DTW n’est toutefois pas différentiable et ne peut
donc étre utilisée pour un apprentissage de bout-en-bout.

Pour résoudre ce probléme, nous proposons dans cette these deux approches d’approxi-
mation de DTW basées sur des réseaux de neurones. La premiere approche utilise un
réseau siamois pour projeter les signaux de sorte que la distance euclidienne des si-
gnaux projetés soit la plus proche possible de la DTW des signaux originaux. La
deuxiéme approche tente de directement prédire la valeur de DTW. Nous montrons
que ces approches sont plus rapides que les autres approximations différentiables de
DTW tout en obtenant des résultats similaires a 1'utilisation de DTW dans des taches
de requétage ou de classification de signaux du sommeil.

Nous montrons ensuite que 'approximation siamoise peut étre utilisée comme fonc-
tion de cotit pour apprendre un systeme de compression des signaux de sommeil basé
sur un autoencodeur. Nous justifions du choix de I'architecture du réseau par le fait
qu’elle nous permet de faire varier le taux de compression. Nous évaluons ce sys-
teme de compression par la classification sur les signaux compressés puis reconstruits,
et montrons que les mesures usuelles de qualité de compression ne permettent pas
de correctement évaluer la capacité d’un systéeme de compression a conserver l'infor-
mation discriminante. Nous montrons que nos approximations de DTW permettent
d’obtenir de meilleures performances sur les données reconstruites que des algorithmes
de compression usuels et que d’autres fonctions de cofit de reconstruction.

Enfin, pour étudier I'impact du COVID long sur I'insomnie, nous collectons et mettons
a disposition de la communauté un jeu de données nommé COVISLEEP, constitué



de polysomnographies de personnes ayant développé une insomnie chronique apres
infection du COVID, et de personnes souffrant d’insomnie chronique mais n’ayant pas
été infectées par le virus. Nous comparons diverses approches a 1’état de l'art pour
classifier les états du sommeil, et utilisons la meilleure pour apprendre la détection
de COVID long. Nous montrons la difficulté de la tache, notamment due a la forte
variabilité entre les patients. Ceci offre a la communauté un jeu complexe qui laisse
place au développement de méthodes plus performantes.
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Chapitre 1

Introduction

1.1 Contexte de I’étude et motivations

La compréhension du fonctionnement du cerveau est une quéte ancienne et continue
de 'humanité. Les neurosciences ont permis d’énormes progres dans la compréhension
de la structure et du fonctionnement de cet organe complexe. Cependant, il reste en-
core beaucoup a découvrir, notamment en ce qui concerne la maniéere dont le cerveau
traite l'information. Les signaux électroencéphalographiques (EEG) sont un outil pré-
cieux pour explorer cette question. ’EEG permet d’enregistrer 'activité électrique
du cerveau a travers le cuir chevelu, offrant ainsi une fenétre sur les processus neuro-
naux en temps réel. Les signaux EEG sont généralement enregistrés sur une période
et consistent en une série de mesures de tension. Largement utilisés dans des domaines
tels que la neuroscience, la psychologie ou 'analyse du sommeil, I’étude de ces signaux
peut fournir des informations précieuses sur la fonction cérébrale et aider les experts a
identifier diverses anomalies comme des troubles du sommeil ou la maladie d’Alzhei-
mer. En particulier dernierement, la communauté s’est beaucoup intéressée au COVID
et a ses divers impacts sur la santé. Dans le cas du COVID long, c’est-a-dire des symp-
tomes du COVID persistants au-deld de 4 semaines ', certains patients se plaignent
de dégradation de la qualité de leur sommeil. Ainsi, cette these CIFRE, collabora-
tion entre Saagie et le LITIS, s’inscrit dans le projet PANDORE-IA (financé dans le
contexte d’un projet RAPID par la DGA) en partenariat avec VIFASOM. VIFASOM “
est une unité de recherche située a I'Hopital Hotel-Dieu, sous tutelle de I’Université
Paris-Cité et de I'Institut de Recherche Biomédicale des Armées. L'un des objectifs du
projet PANDORE-IA est ainsi de comprendre 'impact du COVID long sur les EEG
de sommeil de patients souffrant d’insomnies.

Cependant, I'analyse des données EEG n’est pas une tache facile. Les signaux sont
souvent bruités et contiennent une grande variabilité due aux différences d’activité
cérébrale entre les individus. Cette variabilité rend difficile la comparaison et I'analyse

1. https://www.has-sante.fr/jems/p_ 3237041 /fr/symptomes-prolonges-suite-a-une-covid-19-d
e-l-adulte-diagnostic-et-prise-en-charge
. ps:/ /www.frcneurodon.ory ite-vifasc
2. https:// freneurodon.org/unite-vifasom/
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des signaux EEG. Dans le cas du projet PANDORE-IA, les données sont de plus
volumineuses, rendant leur traitement lent et cotiteux. Ainsi, compresser les données
pour réduire leur taille en perdant le moins d’information possible est une solution
envisagée dans le cadre du projet. Cette idée sera explorée dans cette these.

L’extréme développement des réseaux de neurones ces dernieres années a significati-
vement impacté I'analyse de signaux temporels dans tous les domaines d’application.
Ces réseaux apprennent a représenter les signaux dans un espace latent pour mieux
réaliser la tache voulue, qui peut étre la classification, la détection d’anomalie ou la
compression, entre autres. Pour améliorer cette représentation, il est nécessaire d’ex-
ploiter la propriété temporelle des signaux. Ainsi, les mécanismes de récurrence et
d’attention sont communs dans 'architecture de réseaux analysant des signaux tem-
porels. Un autre élément important pour l'apprentissage de cette représentation est
la fonction de cotit, qui mesure I’écart entre les prédictions faites par le modele et la
vérité attendue, ce qui donne la direction d’évolution des poids du modele a apprendre.
En particulier, le principe de la compression dans le cas de réseaux de neurones est
souvent de compresser puis de restaurer un signal et d’essayer de minimiser les erreurs
commises sur le signal restauré par rapport au signal initial. De fait, dans les taches
nécessitant de comparer la sortie du réseau a son entrée, il semble naturel de supposer
que prendre en compte le caractere temporel des signaux permet de mieux évaluer
le modele et donc d’améliorer ses performances. Nous souhaitons donc utiliser une
métrique adaptée aux signaux temporels.

L’algorithme Dynamic Time Warping [146] (DTW) permet de comparer deux séries
temporelles, méme si elles sont de longueurs différentes ou décalées temporellement.
DTW cherche I'alignement optimal entre deux signaux, ce qui implique de les étirer
ou de les comprimer pour les faire correspondre. L’algorithme est utilisé dans de nom-
breuses applications utilisant divers types de séries temporelles, a I'image par exemple
de [154] qui utilise DTW pour reconnaitre des activités humaines, ou de [118] qui
utilise D'TW pour vérifier 'authenticité de signatures. Cependant, DTW est non dif-
férentiable et donc inutilisable comme fonction de cotit pour un apprentissage de bout
en bout d'un modele de réseau de neurones. L’algorithme est de plus de complexité
quadratique par rapport a la taille des séries, rendant les calculs lents pour des séries
de longue taille comme les EEGs.

Pour contourner ces difficultés, ’approche habituelle est d’approximer ’algorithme
DTW. Une approximation est classiquement évaluée selon deux criteres : la fidélité
des résultats obtenus a ceux de 'algorithme original et le gain de temps permis par
Iapproximation. A cela s’ajoute dans le contexte de I'apprentissage profond la différen-
tiabilité de 'approximation. Ainsi, beaucoup d’approximations de DTW existent dans
la littérature, certaines ayant pour objectif d’accélérer ’algorithme, comme FastDTW
[150], d’autres de le rendre différentiable, comme soft DTW [41], en restant le plus fidele
possible. Satisfaire les trois criteres conjointement est difficile : modifier 1'algorithme
pour 'accélérer nuit a sa fidélité, et contourner les points de non-différentiabilité ne
permet pas a priori de rendre 'algorithme plus rapide. Enfin, mettre bout a bout di-
verses modifications risque de rendre le résultat de moins en moins fiable. De fait, peu
d’approximations essaient d’étre performantes sur les trois criteres, fidélité, différen-
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tiabilité et vitesse, en méme temps.

Dans la plupart des cas ou la méthode Dynamic Time Warping (DTW) est employée
(par exemple la recherche de séries similaires, ou la classification de séries tempo-
relles), 'objectif principal n’est pas d’utiliser I'alignement spécifique des signaux que
DTW génere. En d’autres termes, ce qui importe le plus, c’est la valeur numérique
résultante de DTW, qui sert de mesure de similarité entre deux séquences ou signaux.
Ainsi, pour développer une méthode d’approximation efficace de DTW, il n’est pas
nécessaire de reproduire fidelement tout le processus de I'algorithme original. On peut
simplement considérer DTW comme une « boite noire »qui prend deux signaux en
entrée et donne une valeur en sortie. Cette valeur sera alors la cible de notre méthode
d’approximation.

Via ce paradigme, nous proposons d’approximer le résultat de DTW via un réseau
de neurones, théoriquement capable d’approximer n’importe quelle fonction. Une fois
cette approximation obtenue et validée, nous pourrons 'utiliser comme fonction de
colit pour apprendre un systeme de compression.

1.2 Contributions

Cette these est principalement centrée sur ’étude de signaux de sommeil, pour la
classification d’état du sommeil ainsi que la compréhension de 'impact du COVID
long sur I'insomnie. Les enregistrements de sommeil étant de longues séries temporelles,
nous cherchons d’abord a compresser les séries en perdant le minimum d’informations
possible. Pour ce faire, nous proposons d’approximer DTW via un réseau de neurones,
puis de s’en servir comme fonction de cofit de reconstruction pour la compression.

1.2.1 Approximation de DTW

Nous proposons d’approximer DTW via un autoencodeur basé sur un réseau siamois.
L’encodeur projette les signaux de telle sorte que la distance euclidienne entre les si-
gnaux projetés soit proche de la DTW entre les signaux originaux. Nous montrons
qu’une telle approximation est fidele a ’algorithme original, différentiable et peu im-
pactée en temps de calcul par la longueur des séries. Nous comparons deux architec-
tures, directe et siamoise, pour 'autoencodeur et explorons les avantages et incon-
vénients de chacune. Enfin, nous apprenons notre modeéle d’approximation sur des
données de sommeil EEGs et montrons qu’un tel modele obtient d’excellentes perfor-
mances sur des jeux de données similaires sans finetuning.

1.2.2 Compression de signaux de sommeil

Nous montrons ensuite qu'une telle approximation de DTW peut étre utilisée comme
fonction de coflit de reconstruction pour apprendre la compression de signaux de som-
meil, en apprenant un systeme de compression de bout en bout via un autoencodeur
dont la fonction de cofit est notre méthode d’approximation de DTW. En choisissant
une architecture basée sur des couches de convolutions, nous pouvons de plus faire
varier le taux de compression de notre modele. Nous montrons qu’une telle méthode
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permet de mieux classifier les états de sommeil des signaux reconstruits par rapport
a d’autres fonctions de cotit de reconstruction, avec plusieurs jeux de données et dif-
férents classifieurs. Nous montrons que les métriques usuelles pour évaluer la qualité
de la compression ne sont pas suffisantes et qu’une tache de classification des signaux
reconstruits est plus adaptée.

1.2.3 Détection de ’impact du COVID long sur I’insomnie

Nous collectons et mettons a disposition de la communauté un jeu de données nommé
COVISLEEP. Celui-ci comporte des polysomnographies de personnes ayant développé
une insomnie chronique apres infection du COVID, et de personnes souffrant d’in-
somnie chronique mais n’ayant pas été infectées par le virus. Nous montrons que des
caractéristiques de macro-architecture du sommeil ne suffisent pas a séparer les deux
populations. Nous comparons divers modeles sur la tache de classification de som-
meil sur le jeu COVISLEEP et identifions que I’approche Sleep-Linear [174] obtient
les meilleures performances. Nous 1'utilisons ensuite pour prédire si des fenétres de
polysomnographies proviennent de patients infectés par le COVID long ou non. Nous
illustrons la complexité de la tache, notamment due a la forte variabilité entre les
patients.

1.3 Organisation du manuscrit
Ce manuscrit est organisé en 6 chapitres.

Nous présentons dans le chapitre 2 les séries temporelles et les méthodes utilisées
pour les classifier, en nous intéressant particulierement aux approches basées sur des
distances et aux approches basées sur la génération de caractéristiques. Nous détaillons
les principales distances utilisées pour comparer les séries temporelles et soulignons les
avantages et inconvénients de DTW. Nous présentons les réseaux de neurones, en nous
intéressant particulierement aux architectures adaptées aux séries temporelles, et les
autoencodeurs. Enfin, nous étudions la tache de classification de sommeil, que nous
utilisons pour valider nos travaux.

Dans le chapitre 3, nous présentons les principales méthodes d’approximation de DTW
pour rendre ’algorithme plus rapide ou différentiable. Nous détaillons notre proposi-
tion d’approximation de DTW, I'architecture de 'autoencodeur utilisé et les perfor-
mances de notre approche pour comparer des signaux de sommeil.

Dans le chapitre 4, nous introduisons les approches usuelles pour compresser des si-
gnaux temporels. Nous utilisons les approximations de DTW développées dans le cha-
pitre 3 pour proposer une approche permettant de compresser des signaux de sommeil
en dégradant au minimum l'information utile pour discriminer les états du sommeil.
Nous étudions les performances de la compression via la classification de sommeil.

Dans le chapitre 5, nous décrivons le projet PANDORE-IA, dont 'objectif est la détec-
tion de 'impact du COVID long sur 'insomnie. Nous décrivons le jeu de données que
nous avons collecté, ainsi que les taches de classification de sommeil et de détection de
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COVID que nous avons étudiées.

Enfin, le chapitre 6 conclut le manuscrit et donne des pistes de travaux futurs.
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Classification de séries temporelles :
contexte et cas particulier du som-
meil

Une série temporelle z € RY*K est une suite ordonnée d’échantillons z; € RX,
i € [1, N], obtenus au cours du temps. Il existe ainsi un grand nombre de domaines uti-
lisant ces séries, comme la finance, la médecine ou 'ingénierie, a 'image de la banque
de données UCR [44]. De fait, de nombreuses taches, comme l'indexation, le groupe-
ment (clustering) ou la classification, sont réalisées sur ces séries. La classification en
particulier consiste a déterminer la classe y (ou label) d'une série temporelle =, parmi
un ensemble de classes déterminées. Dans le contexte de I'apprentissage automatique,
on définit cette tdche comme supervisée, car le modele apprend a réaliser la tache en
évaluant sa prédiction ¢ par rapport a la vérité y connue. Le but de la tache est donc
d’obtenir un modele ¢ : RV*X — {y} qui maximise la probabilité de prédire la bonne
classe p(y = y|x), avec § = ((x). Diverses méthodes existent pour obtenir le modele ¢
permettant de bien réaliser la tache.

On peut baser la classification sur le choix d’une métrique pertinente pour séparer
les éléments en groupes ou les associer avec des éléments dont on connait la classe et
inférer celle de la série en question. La capacité de la métrique a correctement asso-
cier les séries temporelles similaires selon la tache voulue est alors le principal facteur
permettant d’améliorer les performances de classification. Le choix le plus courant
est la distance euclidienne. Cependant, dans le contexte des séries temporelles, 1’algo-
rithme Dynamic Time Warping (DTW) possede d’intéressantes propriétés permettant
de mieux discriminer certaines séries : DT'W permet de comparer des séries de tailles
différentes, et n’est pas sensible au décalage temporel. Mais les défauts de 'algorithme,
principalement sa complexité temporelle et sa non-différentiabilité, freinent son utilisa-
tion dans un contexte d’apprentissage bout-en-bout, incitant la volonté d’approximer
I’algorithme DTW. On peut ainsi choisir de représenter DTW par une fonction dont
on apprend les parametres. Les méthodes et modeles utilisés sont alors largement dé-
pendants du type et du volume de données temporelles traitées. Dans cette these, on
choisit de se concentrer sur la classification de données de sommeil.

Ces données permettent de classifier les états du sommeil d’un patient automatique-
ment a partir d’enregistrements. Elles sont néanmoins volumineuses et peuvent donc
nécessiter d’étre compressées. Dans le cas de ’apprentissage automatique, cela consiste
a obtenir un encodeur ¢ tel que la représentation encodée de l'entrée x, nommée z,
soit de plus faible dimension que x. On veut pouvoir restaurer les données et donc
aussi obtenir le décodeur ¥ tel que le signal reconstruit = a partir de z par le décodeur
soit aussi "proche” de ’entrée que possible.

Dans ce chapitre, nous présenterons la tache de classification de séries temporelles en
détaillant en particulier les approches basées sur les distances et celles utilisant 1’ap-
prentissage profond. Nous présenterons les métriques utilisées pour comparer des séries
temporelles, et illustrerons les avantages de DTW, puis nous nous intéresserons aux
architectures de réseaux utilisées pour représenter les séries temporelles. Enfin, nous
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étudierons dans le détail un cas particulier de séries temporelles : les enregistrements
de sommeil. Nous expliquerons la tache de classification du sommeil en présentant
les principaux jeux de données, les méthodes d’évaluation des modeles, ainsi que les
architectures des réseaux qui obtiennent les meilleures performances.

2.1 Classification de séries temporelles

Les méthodes pour classifier les séries temporelles sont généralement séparées en 3
catégories, comme présenté par [1] et [78] : basées sur des modeles, basées sur des dis-
tances et basées sur des caractéristiques. La premiere méthode, peu courante, suppose
que des séries de méme classe sont générées par le méme "modele” sous-jacent, ou
par des modeles proches selon une métrique. On classifie donc une nouvelle série x en
cherchant le modele m qui s’ajuste le mieux a z et en affectant la classe associée a une
série générée par le modele le plus proche de m. Les méthodes basées sur des distances
définissent des métriques utilisées pour comparer les séries entre elles. Pour classifier
une nouvelle série, on recherche la série la plus proche au sens de la métrique choisie et
on lui affecte sa classe. Enfin, les méthodes basées sur des caractéristiques transforment
les séries temporelles en vecteurs de caractéristiques, puis des algorithmes apprennent
la classification. Cette transformation est fixe et en amont de la tache dans le cas de
classifieurs dits traditionnels, comme les SVM [25] ou les Random Forest [26]. Elle
est a l'inverse apprise par des réseaux de neurones, qui modifient les parametres des
transformations faites aux données pour mieux classifier.

2.1.1 Meéthodes par modeles

Les méthodes par modeles cherchent & apprendre les parameéetres d’'un modele géné-
ratif pour chaque série temporelle x. Les séries sont ensuite comparées les unes aux
autres via la distance entre les modeles utilisés pour les représenter. Ainsi, [157] utilise
un modele de Markov caché (Hidden Markov Model, HMM). Celui-ci comporte deux
variables, des états cachés H et des observations S. A un temps donné ¢, ’observa-
tion S® ne dépend que de 1'état caché H®. Les états cachés forment une chaine de
Markov : H® ne dépend que de H*~Y. Une autre approche usuelle est d’utiliser des
modeles auto-régressifs (les éléments de la représentation sont générés les uns apres les
autres, en utilisant tous les éléments déja générés) : ainsi [9] représente les séries selon
la taille d’'une "run”, définie par le nombre d’éléments consécutivement au-dessus, ou
en dessous, de la moyenne de la série.

La classification peut alors étre réalisée via 1’algorithme de plus proche voisin (KPPV)
par exemple. On sépare le jeu de données D en un jeu support et un jeu requéte. On
crée des modeles pour toutes les séries du jeu support. Ensuite, pour chaque série du
jeu requéte ("), on crée le modele correspondant m("”) et on recherche le modele m®
du jeu support le plus proche selon une métrique. On parle alors de 1-PPV. On affecte
ensuite & (" la classe de la série ¥, correspondant & m().

Ces approches sont cependant généralement inférieures aux méthodes par distances
et par création de caractéristiques en termes de performance de classification [10] et
ne seront donc pas étudiées dans ce manuscrit. Nous concentrons ce panorama sur les
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méthodes par distance et les méthodes basées sur des caractéristiques

2.1.2 Méthodes par distances

Le choix de la distance utilisée pour comparer les séries est cruciale a la méthode.
Cependant, puisque les données temporelles peuvent étre de tailles et de dimensions
variables, présenter du bruit, du décalage temporel et de fortes différences entre les
amplitudes des dimensions, le choix n’est pas évident.

Les métriques sont séparées en 2 catégories principales. Celles qui comparent la dis-
tance entre le ieme point d’une série et le iéme point d'une autre série, comme la
distance euclidienne, et celles qui calculent un chemin d’alignement non linéaire entre
les séries, comme la Dynamic Time Warping (DTW), introduite conjointement et in-
dépendamment par [177] et [146].

2.1.2.1 Distance euclidienne

La mesure de distance la plus usuelle est la distance euclidienne (ED). Elle est calculée
entre deux séries temporelles x, 2’ € RV*X par :

dgp(z,2') = Z Z(%k — xiy)? (2.1)

i=1 k=1

Dans le cas des séries temporelles, la distance euclidienne présente plusieurs inconvé-
nients. Tout d’abord, elle impose que les 2 séries soient de méme longueur, ce qui n’est
pas toujours possible en fonction des applications. Elle est de plus fortement sensible
au décalage temporel, puisqu’elle compare les séries échantillon par échantillon.

Ainsi, des métriques plus adaptées aux séries temporelles ont été proposées dans la
littérature. Nous les présentons dans la suite.

2.1.2.2 Dynamic Time Warping

DTW est une technique d’alignement de séries temporelles utilisée pour mesurer leur
similarité. L’objectif de I'algorithme est de calculer la similarité entre deux séries tem-
porelles z, 2’ € RV*E RMXK ayvec N et M longueurs respectives des séries et K le
nombre de canaux (ou dimensions) des échantillons. Pour ce faire, on commence par
chercher I’alignement optimal entre x et 2’ puis on calcule la distance euclidienne entre
les échantillons alignés. On peut formuler le probleme sous la forme suivante :

DTW (z,2') = min Z d(z;, ) (2.2)

reA(x,x’) (i jen

avec 7 un chemin d’alignement, d(x;, r’;) la distance entre x; et 2 et A(z, ') I'ensemble
des chemins possibles. Ainsi la matrice d’alignement selon 7, A, est définie par :

(A}, = {1 si (4,7) € 23)

0 sinon
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En pratique, on peut calculer la DTW sous ’angle de la programmation dynamique

comme défini par [150]. On calcule d’abord la matrice de distance D € RN *Mavec :
et on a alors :
DTW (z,2') = /D(N, M) (2.5)

Euclidean distance Dynamic Time Warping

FIGURE 2.1 — Alignement de distance euclidienne et DTW. Par [168].

L’alignement effectué par la distance euclidienne et DTW est illustré figure 2.1.

La DTW n’est pas une distance. Bien qu’elle possede des propriétés basiques de mé-
triques :
DTW (x,2") > 0 V2’ (2.6)

DTW (z,z) =0 V& (2.7)

elle ne respecte ni I'inégalité triangulaire ni I'identité des indiscernables [168]. Ce der-
nier point est di au fait que la DTW est invariante au décalage temporel. En effet,
si on définit z(;) comme x simplement décalée de ¢ échantillons dans le temps, alors
DTW (x,x4)) = 0. Cette propriété est un des avantages principaux de l'algorithme.
L’autre point fort de DTW est sa capacité a comparer des séries de tailles différentes,
ce que ne permettent pas les métriques usuelles comme la distance euclidienne.

2.1.2.3 Autres distances

D’autres méthodes d’alignement existent pour comparer les séries temporelles. La
Longest Common Subsequence (LCSS) [72] cherche a obtenir la plus longue sous-
séquence commune a deux séries temporelles z € RV*K et 2/ € RM*K_ Pour 'obtenir,
on définit une matrice D € RV*M puis Vi € [1, N],j € [1,M] :

0, sit=0o0usij=0
D(i,j)=4q1+D(i—1,57—1), si d(z;, 2) < e (2.8)
max(D(i —1,7),D(i,j — 1)) sinon

avec d(x;, ) la distance entre z; et z; (en général on choisit la distance euclidienne)
et € un seuil de similarité. On a alors LC'SS(z,2") = D(N, M).
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On définit la similarité basée sur cette distance par :

2% LCSS(x,2")
N+ M

SimLCSS(iL‘,Qﬁ/) = (29)

Cela permet de borner les valeurs de similarités entre 0 et 1, et de comparer deux
similarités entre elles, indépendamment de la longueur des séries.

Le coefficient de Pearson (pcc, ou p) mesure la corrélation entre deux séries tem-
porelles z et 2’ de méme longueur. Il est défini dans 1’équation suivante '

N _
~ =

N (- > )XY, (] — @)

ou T = moyenne(x). pcc(x,x’) varie entre -1 et 1, 0 indiquant une corrélation nulle

entre les deux séries, -1 une corrélation négative et 1 une corrélation positive. Si x = 2’
alors pce(z, x') = 1.

pee(z, ')

La Move-Split-Merge (MSM) [161] est proche d’autres techniques basées sur la
distance d’édition, ou la similarité est déterminée en utilisant un ensemble d’opéra-
tions pour transformer une série donnée en une autre série cible. MSM définit trois
opérations : move, split et merge. L’opération move est similaire a une opération de
substitution, remplagant une valeur par une autre. L’opération split insere une copie
d’une valeur juste apres elle-méme, et merge supprime une valeur si elle est suivie direc-
tement par une valeur identique Nous détaillons le fonctionnement de MSM pour des
signaux unidimensionnels ? dans I’algorithme de programmation dynamique 1, extrait
de [161]. La fonction de cofit est définie par :

csiai <z < a:; oux_1>x> x;

Clas,wi1,7) = { (2.11)

¢ + min (|xi—xi_1|, T; x;}) sinon.

avec ¢ € R.

La Time Warping Edit Distance (TWED) [105] integre des éléments de DTW et de
LCSS en permettant une déformation temporelle et en fusionnant la distance d’édition
avec différentes normes Lp. Cette déformation, dénommée "rigidité”, est paramétrée
par une valeur v. Alors qu'une fenétre de déformation (comme Sakoe-Chiba [146],
détaillée dans la section 3.2.1) limite la recherche du chemin dans DTW, la rigidité
ajoute un colit multiplicatif a la distance entre les points jumelés. Si v = 0, on obtient
une recherche DTW standard, tandis qu’avec v = 0o, on a une distance Euclidienne.
La méthode TWED modifie les méthodes classiques d’insertion, de suppression et de
mise en correspondance en utilisant "delete a”, "delete_b” et "match”. Lorsqu'un
élément est retiré de la premiere série pour correspondre a la seconde, c¢’est ’'opération
"delete_a”; pour le cas inverse, c¢’est "delete b”. Lors de la mise en correspondance, on
utilise une distance de type norme Lp, et en 'absence de correspondance, une pénalité
fixe A\ est ajoutée.

1. Ici, z et 2’ sont des signaux unidimensionnels, mais I’équation se généralise naturellement a des
signaux a K dimensions.
2. Méme remarque.
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Algorithm 1 Programmation dynamique du calcul de la distance MSM

Entrée x € RY et 2/ € RM deux séries temporelles, D € R¥*M matrice nulle
Sortie D(N, M)
D(1,1) = |x; — x|
for i €[2,N] do:
l)(l7 1) = D(Z — 1, 1) -+ C(.Ti,.%i,l, LZ'/1>
end for
for j€[2,M] do:
D(1, ) = D(1,j — 1) + ey, 2 ,)
end for
for i €[2,N]do:
for j€[2,M] do:
D(i,j) = min(D(i — 1,j — 1) + |z; — 2],
D(i—1,5) + C (i, zi-1,25)
D(i,j — 1)+ C (2, 25,2 _1))

end for
end for

2.1.2.4 Utiliser la distance pour classifier

De maniere similaire aux méthodes basées sur des modeles, la classification peut étre
réalisée via un 1-PPV, en comparant directement les séries temporelles selon la mé-
trique choisie.

En particulier, utiliser un 1-PPV basé sur DTW permet d’obtenir d’excellentes per-
formances sur une large variété de jeux de données, comme illustré par [96]. Sur un
ensemble de 76 jeux de données de séries temporelles de diverses sources, les 1-PPV
basés respectivement sur MSM et DTW contrainte * obtiennent les meilleures perfor-
mances en moyenne (rang moyen du classifieur de 4.85 / 12) par rapport & notamment
LCSS, TWED et la distance euclidienne (ED). Dans une expérience similaire, [180]
illustre que DTW performe mieux que la distance euclidienne et LCSS pour classifier
des séries temporelles.

Ainsi, différentes distances existent pour comparer les séries temporelles : la classique
distance euclidienne, qui compare les éléments un a un, DTW qui recherche a aligner les
points des deux séries comparées, et d’autres distances qui modifient I'un des signaux
pour obtenir 'autre, comme TWED et MSM. En 'utilisant comme métrique d’un 1-
PPV, DTW permet d’obtenir de meilleurs scores de classification de séries temporelles
que les autres métriques présentées précédemment. Ces résultats, combinés aux nom-
breuses approches permettant d’accélérer DTW (détaillées dans le chapitre suivant)
justifient notre choix de concentrer notre étude sur cette métrique.

Néanmoins, la classification via métrique et 1-PPV nécessite de comparer les séries

3. Le chemin de recherche de DTW est usuellement contraint en pratique, pour améliorer les
performances de I'algorithme et réduire la complexité. Les différentes contraintes seront détaillées
dans le chapitre 3.
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TS, | ¢ TS, | D(TS1,TS:) -+ D(TS1,TS,) C,
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TS; | ¢, —> G| —»

TS, | G TS, | D(TS.TSi) -+ D(TS,TS,) Cu
Training set Distance matrix

FIGURE 2.2 — Création de la matrice de caractéristiques via distance entre les séries
temporelles. Extrait de [1]. Ici, les séries temporelles (¥ sont nommées T'S;, et les
classes correspondantes C}.

temporelles brutes, c’est-a-dire sans extraction de caractéristiques. Pour utiliser les
capacités de représentation de plus puissants classifieurs, on peut utiliser les distances
pour créer des caractéristiques [1].

2.1.3 Meéthodes par création de caractéristiques

Plutot que de traiter les séries temporelles directement, on les transforme en un en-
semble de caractéristiques descriptives, qui captent 1’essence et les motifs intrinseques
de la série. Ces caractéristiques sont ensuite utilisées comme entrées pour un classifieur
traditionnel, tel qu'une machine & vecteurs de support (SVM), une forét aléatoire ou
un réseau de neurones. Les caractéristiques peuvent étre générées par des transforma-
tions pré-déterminées (on parle de caractéristiques faites ”a la main”, ou hand-crafted
features), ou apprises via des réseaux de neurones.

2.1.3.1 Hand-crafted features

De tres nombreuses méthodes d’extraction de caractéristiques de séries temporelles
existent [10], [57]. Les données audio sont par exemple transformées en représentation
temps-fréquence via spectrogramme-mel [107], et des caractéristiques de signaux de
sommeil sont créées en calculant leur densité spectrale (Sleep-Linear, [174]). Cepen-
dant, ces méthodes sont tres largement dépendantes du jeu de données traité. Dans
cette partie, nous nous concentrerons sur les méthodes basées sur les distances présen-
tées précédemment pour étudier leur capacité de comparaisons des séries temporelles
en tant que méthode de création de caractéristiques. Le principe de ces méthodes est
de générer une matrice de caractéristiques via les distances entre les séries temporelles,
puis de se servir de cette matrice pour apprendre la classification. On lillustre figure
2.2, dans laquelle T'S; = 2® indique la i-éme fenétre de signal extraite de la série tem-
porelle x. Ainsi, on crée une matrice M € R"*" avec n le nombre de séries temporelles
@, Vi€ [1,n] dans le jeu de données. Ensuite, on remplit la matrice avec :

M(i,j) = D(,2D) Vi, j e [1,n] (2.12)

avec D la distance comparant les séries.
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[82] utilise DTW pour générer les caractéristiques en comparant les distances entre les
séries puis classifie via SVM (nous nommons cette approche SVM pryy,. ). Ils montrent
que sur la banque de données UCR, SVM pryy,. obtient de meilleures performances que
la méthode 1-PPV basée sur DTW (que nous nommons 1-PPV pry/). Sur les 47 jeux
considérés, SVMprw,. est meilleur sur 31 jeux, moins bon sur 13 et équivalent sur 3.
Ces méthodes sont cependant dépendantes des hyper-parameétres (parametres d’algo-
rithmes non appris), notamment le type de noyau choisi dans le cas du SVM.

Dans la suite de ce manuscrit, nous comparerons diverses métriques via la classification
de séries temporelles. Pour limiter I'impact de facteurs extérieurs, comme le classifieur
choisi, nous utiliserons donc la méthode 1-PPV basée sur une métrique.

Nous nous intéressons dans la suite de ce chapitre aux méthodes basées sur de I'ap-
prentissage profond du fait des récentes performances du domaine [58], [57], [78].

2.1.3.2 Meéthodes par apprentissage profond

L’apprentissage profond (Deep Learning, DL) est une sous-catégorie de 'apprentissage
automatique (Machine Learning) qui utilise des architectures de réseaux de neurones
artificiels profonds pour effectuer des taches d’apprentissage. Le but est d’estimer un
modele ¢ : x — g, paramétré par des poids w, qui optimise p(g = y|z). Contrairement
aux modeles de Machine Learning (ML) traditionnels, qui utilisent des caractéristiques,
ou features, choisies par le data scientist, on applique les modeles de DL aux données
"brutes”, prétraitées mais sans extraction de caractéristiques. Le but est d’utiliser
une combinaison de fonctions simples pour apprendre une tache de bout en bout : de
Iextraction implicite de caractéristiques jusqu’a la prédiction finale.

Apprentissage L’objectif de 'apprentissage est de trouver les poids w* du modele
¢ qui maximisent un score. Cela nécessite un jeu de données D, dont on extrait des
entrées x et leurs labels correspondants y. Le modele prédit une sortie g = ((x; w) en
fonction de ses poids w et de 'entrée x. Cette étape est appelée forward pass.

On compare g avec la vérité terrain y via une fonction d’erreur L :
L:|lyeRxjeR — R (2.13)

L’objectif est alors de minimiser la valeur de £. La fonction d’erreur doit étre différen-
tiable pour permettre de mettre a jour les poids w via descente de gradient. Les choix
usuels sont la Mean Squared Error (MSE) pour les taches de régression (c’est-a-dire que
y est une valeur réelle) et la Cross-Entropy (CE) pour les taches de classification.

Celles-ci sont définies comme suit.

La MSE est une fonction de colt basée sur la distance euclidienne. Elle est définie
pour deux séries x, 2" € RV*E par :

N
i I DO (wi — ) (2.14)

i=1 1

MSE =
N

K
k=
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Elle présente de fait les mémes inconvénients que la distance euclidienne pour la compa-
raison de séries temporelles : elle nécessite des séries de méme longueur, et est sensible
au décalage temporel.

La Cross-Entropy est définie par :
cl
H(y,p) =—> y" log(p:) (2.15)
i=1

olt C1 est le nombre de classes, y® est 1 si la classe i est la vraie classe et 0 sinon, et
p; est la probabilité prédite pour la classe .

On peut alors réaliser I'apprentissage, dont 1'objectif est le suivant :

w* = argz)n’n Z L(Cw(x),y) (2.16)

z,y€D

Cet apprentissage est basé sur ’algorithme de descente de gradient. Celui-ci consiste
a itérativement mettre a jour les poids w! & 'itération ¢ pour minimiser I'erreur entre
les valeurs prédites et les valeurs réelles. Ainsi, on modifie les poids de la maniere
sulvante :

1

w’L

wi — Aw} (2.17)

avec .

OL(Cut (%), )

t
owy

avec 7 le pas de descente de gradient, indiquant la vitesse de mise a jour des poids.
Via la regle de dérivation en chaine, on applique cette opération a toutes les couches
du réseau, et on met ainsi a jour tous les poids du réseau, en commencant par la
fin du réseau et en remontant jusqu’a ’entrée. C’est la rétro-propagation du gradient
(backpropagation).

Awt =1 (2.18)

Le processus d’apprentissage est résumé dans l'algorithme 2. Il consiste a extraire des
sous partie des matrices de données et de labels appelés batch, dont la taille est un
hyper-parametre. Pour chaque batch, le modele prédit la sortie ¢, qui est comparée aux
valeurs cibles y pour mettre a jour les poids du modele. Cette opération est répétée
jusqu’a atteindre un critere, qui est en général un nombre d’itérations de mise a jour
des poids. Par exemple, il est courant d’arréter I’apprentissage aprés un nombre défini
d’epochs. Une epoch indique avoir itéré sur tout le jeu d’entrainement une fois.

Naturellement, avoir un modele performant sur le jeu d’apprentissage n’est pas suf-
fisant. On étudie les performances d’'un modele sur un jeu de test, c’est-a-dire des
données avec lesquelles le modele n’a jamais mis a jour ses parametres. Lors de I'ap-
prentissage, on cherche a réduire deux catégories d’erreur :

— Le biais qui est 'erreur systématique que ’on peut observer entre les prévisions
d’un modele et les valeurs réelles qu’il tente de prédire. Il est généralement causé
par la simplification excessive du modele, qui le rend incapable de capturer les
nuances des données d’entrainement. Quand le biais est majoritaire, on dit que
le modele sous-apprend.
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Algorithm 2 Optimisation des poids d’un modele par descente de gradient stochas-
tique

Entrée Modele ¢ avec des poids aléatoires w’, taux d’apprentissage 7, jeu de données
D
Sortie Modele ¢ avec des poids optimisés
t <0
while critere d’arrét non atteint do :
for Xbatcha Y;)atch €Ddo:

Awt +0
fOI' z,y € Xbatch7 Y'l-)atch dO .
g+ ((z,w")
Aw! + Aw! + —5%(5;3”)
end for t
t w;
Awi < /r’card(Xbatch)
t—t+1
wt — wit = Awt!
end for
end while

— La variance qui est l'erreur aléatoire qui se produit lorsque le modele est trop
complexe et surajuste les données d’entrainement. Cela signifie que le modele
s’adapte trop étroitement et ne généralise pas bien a de nouvelles données. On
dit que le modele sur-apprend. Ce phénomene est tres courant quand le volume
de données est faible.

Réduire les deux erreurs en méme temps est souvent difficile. Ce probléeme est connu
sous le nom de dilemme biais-variance [60]. Il est tres difficile de connaitre a priori la
complexité suffisante du modele pour ne pas sous-apprendre. Ainsi, la pratique usuelle
est de choisir des modeles complexes, et de lutter contre le sur-apprentissage.

Une facon de lutter contre le sur-apprentissage est de controler I’erreur commise sur
le jeu de validation grace a ’arrét anticipé.

L’arrét anticipé, ou early stopping, illustré dans la figure 2.3, consiste a arréter 1’en-
trainement d’'un modele dés que sa performance sur le jeu de validation commence a
se dégrader, plutot que de continuer a entrainer le modele jusqu’a la convergence com-
plete. L’early stopping permet ainsi de choisir le modele qui généralise le mieux aux
nouvelles données en arrétant I’entrainement a un moment ou la performance sur le jeu
de validation est optimale. Cela permet également d’économiser du temps de calcul en
évitant de poursuivre un apprentissage qui n’apporterait pas plus d’amélioration signi-
ficative sur de nouvelles données. Cependant, cette technique repose sur 'hypothese
que les distributions sous-jacentes des données dans ces différents ensembles sont iden-
tiques, c’est-a~dire Piqain(X,Y) = Poatidation(X,Y) = Piest(X,Y). On dit alors qu’on
satisfait 'hypothese d’indépendance et d’identiquement distribuée (i.i.d.). Cette hypo-
these est souvent tenable lorsque les ensembles de données sont suffisamment grands
et que les échantillons sont tirés de maniere aléatoire. Cependant, si cette condition
n’est pas satisfaite, I'optimalité des performances sur I’ensemble de validation ne ga-
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FIGURE 2.3 — Early stopping basé sur l'erreur sur le jeu de validation. Extrait de [61].

rantit pas nécessairement 'optimalité des performances sur l’ensemble de test. Or,
dans le cas des données de santé, la séparation des jeux de données est réalisée par
patient (aucune donnée d’un patient dans le jeu de test ne doit étre dans les jeux
d’entrainement et de validation). Ainsi, le tirage des échantillons dans les jeux n’est
pas strictement aléatoire, et 'arrét anticipé n’offre pas toujours des améliorations de
performance.

Pour obtenir de bonnes performances sur la tache souhaitée, il faut que I’architecture
du réseau de neurones permettent de représenter efficacement les signaux d’entrée.
Nous détaillons dans la suite diverses architectures de réseaux de neurones.

Perceptron Le premier réseau de neurones, le perceptron, fut proposé par Rosen-
blatt en 1958. On l'illustre figure 2.4. La sortie o est obtenue via une somme pondérée
de lentrée x = [x1, ..., x,] par les poids w = [wy, ...., w,] avant qu'un terme de biais b
soit ajouté, c’est-a-dire qu’on obtient :

o:in*wi—kb (2.19)
i=1

On applique ensuite une fonction d’activation A a o. Dans le cas du perceptron, elle
est tres simple :

i = Alo) = {O, sio< 0 (2.20)

1, sinon

Cette simplicité limite la capacité d’apprentissage du perceptron a des fonctions li-
néaires.
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FIGURE 2.5 — Multi Layer Perceptron. Extrait de®
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Perceptron multi-couches Le perceptron multi-couches (Multi Layer Perceptron,
MLP) se compose d’'une succession de couches de neurones, disposées les unes apres
les autres. Les connexions entre les neurones ne se font qu’entre couches adjacentes.
Tous les neurones de deux couches adjacentes sont connectés entre eux : le MLP est
donc un réseau fully connected (FCN). Ces couches sont nommeées denses ou linéaires.
Les connexions se font de plus toujours de I'entrée vers la sortie : le MLP est un réseau
dit feed forward (FCN). Un MLP constitué de deux couches est illustré dans la figure
2.5. Le nombre de couches représente alors la profondeur du réseau. En augmentant le
nombre de couches, on construit des caractéristiques de différents niveaux sémantiques.
On parle d’apprentissage profond (Deep Learning, DL).

Des fonctions d’activation sont utilisées a la sortie de chaque couche. En choisissant
des fonctions d’activation non linéaires, le MLP est capable d’apprendre des fonctions
non linéaires. Ces fonctions sont appliquées a la sortie o d’une couche de réseau. Les
fonctions d’activation les plus communes sont ReLLU [114], définie par :

ReLU(0) = max(0, o) (2.21)
Tanh [79], définie par :
el — e °
tanh(o) = —— 2.22
anh(o) = £ (2.22)
Softmax [64], définie par :
softmaz(o) = i Vie{l.J} (2.23)
. e%
j
et Sigmoid, définie par :
1
' d(o) = 2.24
sigmoid(o) T (2.24)

Le choix de la fonction d’activation est généralement décidé par essai/erreur, mais des
tendances existent, comme illustré par [115] : la ReLU est majoritairement utilisée
pour les couches du réseau servant a l'extraction de caractéristiques, tandis que la
softmax permet de convertir les sorties du réseau en probabilités.

2.1.3.3 Types de réseaux pour les séries temporelles

En définissant des architectures particulieres pour les réseaux de neurones, nous pou-
vons faciliter la représentation de certains types de données, et donc 'apprentissage de
diverses taches. Nous décrivons les architectures adaptées aux séries temporelles dans
la suite.

Réseaux de neurones récurrents. Les réseaux de neurones récurrents (RNN)
[141] sont un type de réseaux de neurones dans lesquels les neurones sont interconnectés
de maniére récurrente. Ce principe permet de simuler une « mémoire » grace a un
état interne maintenu tout au long du processus d’apprentissage. Cela rend les RNN
particulierement adaptés pour traiter les données temporelles.

4. https://starship-knowledge.com/wp-content /uploads/2020/10/Perceptrons-1024x724.jpeg
5. https://medium.com/swlh/pysparks-multi-layer-perceptron-classifier-on-iris-dataset-
dcf70d553cd8

Saagie - Université Rouen Normandie 36



®

#
5
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Le fonctionnement d’un RNN est illustré figure 2.6. Ici, 2* représente le signal d’entrée
a I'étape t. L’état caché h est calculé & partir de I'état caché précédent h'~! et du
vecteur d’entrée x!. Ainsi, la sortie finale y* dépend directement de tous les états
cachés h et de tous les échantillons de 'entrée x. La backpropagation est effectuée en
remontant la chaine a ’envers. Ceci créé une difficulté : puisqu’il faut un état caché
h par échantillon de z, 'impact des premiers états sur le gradient est limité, et ils ne
sont que peu mis a jour par la backpropagation : c’est le phénomene de disparition du
gradient (vanishing gradient).

Pour limiter ce probléme, [73] ont introduit les réseaux Long Short-Term Memory
(LSTM). Le fonctionnement d'une cellule LSTM est illustré figure 2.7. La mémoire
d’'un LSTM est représentée par une cellule ¢ et un état caché h. Les informations
transitent par 3 portes :

— La porte d’entrée (Input Gate) quantifie 'information a apporter par la nouvelle
entrée ! & la mémoire c’.

— La porte d’oubli (Forget Gate) régule la quantité d’information a supprimer de
la mémoire ¢'~! pour passer a cf

— La porte de sortie (Output Gate) sert a calculer h' & partir de ¢. C’est la sortie
de la cellule.

Cette architecture lourde aide a mieux représenter la série en mémoire sans en ou-
blier des parties. C’est cependant au prix de plus de parametres, et donc de temps
d’apprentissage et d’inférence plus longs.

Pour tenter de combiner les capacités de mémoire des LTSM et la relative légereté des
RNN; [35] ont introduit les Gated Recurrent Unit (GRU). Ceux-ci ne contiennent pas
de cellules ¢, et les fonctions de la porte d’entrée et d’oubli du LSTM sont combinées
dans une porte de mise a jour z. Une autre porte de reset r controle la quantité
d’information oubliée pendant la mise a jour a I’état suivant.

Il n’existe cependant pas de consensus sur le meilleur choix parmi les 3 architectures
précédentes. Ces réseaux sont de plus assez lents dans le cas d'une tache de génération :
puisqu’il faut se servir de I’élément y'~! pour générer 3, on doit générer les séries
élément par élément.
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FIGURE 2.7 — Cellule standard LSTM. Par [175].

Réseaux de neurones a convolution Ainsi, bien que les réseaux de neurones
récurrents soient efficaces pour modéliser les dépendances séquentielles au sein de séries
temporelles, ils présentent divers inconvénients. Notamment, ils sont vulnérables au
probléme de disparition du gradient et peuvent étre computationnellement cotiteux en
raison de leur grand nombre de parametres. Une alternative pour pallier ces problemes
consiste a employer des réseaux de neurones a convolution.

Ils sont un type de réseau de neurones basés sur un enchainement de couches de
convolution et de couches pooling, avant une couche dense finale. Introduit par [92]
avec LeNet-5, les réseaux de convolutions sont aujourd’hui incontournables pour les
taches liées aux images ou aux sons. Par exemple, dans le cas des images, une couche
de convolution utilise un ensemble de k£ noyaux de convolution Wy, Wy, ..., Wi, chacun
ayant une taille h X w X nc, ou h, w et nc sont respectivement la hauteur, la largeur
et le nombre de canaux de x. La sortie de la couche de convolution est une carte
de caractéristiques ¢, ou chaque pixel ¢; ; correspond a une convolution de x avec un
noyau Wj. La convolution est effectuée en déplagant le noyau sur x avec un certain pas,
appelé pas de convolution (ou stride) s, et en multipliant les deux matrices élément
par élément, puis en sommant les résultats.

Les couches de pooling sont des couches qui permettent de réduire la dimensionnalité
des représentations. Elles fonctionnent de maniére similaire a la couche de convolu-
tion, en balayant un filtre sur toute I’entrée. Cependant, contrairement a la couche de
convolution, le filtre de pooling n’a pas de poids, mais applique une fonction d’agréga-
tion aux représentations des entrées. Les plus communes sont le MazPooling, qui ne
conserve que la valeur maximale dans la fenétre du filtre, et le average pooling qui pro-
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duit la moyenne des valeurs de la fenétre. Ces deux opérations permettent de réduire
le nombre de parametres du modele, et donc d’accélérer 'apprentissage.

Alors que les couches de pooling jouent un roéle crucial dans la réduction de la di-
mensionnalité et I'accélération de I'apprentissage, d’autres techniques sont également
utilisées pour améliorer la performance des modeles de réseaux de neurones. Une de
ces techniques est le dropout [160], qui offre une méthode efficace pour mitiger le
sur-apprentissage.

Ainsi, le dropout consiste a nullifier certains neurones du réseau pendant I’entraine-
ment. A chaque itération, chaque neurone posséde une probabilité p d’avoir son vecteur
de poids w nul. Le but est de forcer le modele a utiliser tous les neurones, et de ne
pas sur-utiliser 'information qui proviendrait de certains d’entre eux. La réduction
significative de l'erreur de classification grace au dropout [117] en fait un bloc présent
dans la tres grande majorité des architectures de réseaux de neurones.

Puisque les noyaux de convolution sont appliqués localement, le dropout usuel peut
dégrader le modele [59]. Ainsi, le Spatial Dropout [171] a été introduit pour contourner
cet inconvénient. Il consiste a ignorer intégralement une dimension de la matrice de
caractéristiques pour empécher le réseau d’utiliser ces connexions.

Bien que congus pour l'image, les réseaux a convolutions sont performants dans de
nombreuses taches liées aux séries temporelles, et particulierement la classification [75].
Le Temporal Convolutional Network (TCN), introduit par [11] est proposé comme une
famille d’architectures simples et puissantes, servant de baseline compétitive. L’archi-
tecture est définie pour satisfaire deux criteres : les convolutions sont causales et le
modele prend des entrées = de longueur variable, et produit des sorties z de méme
taille que x, comme les RNN. Pour ce faire, les couches de convolution sont remplacées
par des convolutions dites dilatées, suivant [173]. Celles-ci permettent de prendre en
compte des entrées plus éloignées les unes des autres dans chaque opération de convo-
lution, intégrant ainsi des informations a partir d’un champ réceptif plus large. Pour
une série ¥ € RY et un filtre f : {0,...,k — 1} — R, la convolution dilatée est définie
par :

T
L

F(s) = (xxg f) () = p_ (i) - Tsga (2.25)

7

Il
=)

avec k la taille du filtre de convolution et ¢ le facteur de dilatation, *, indiquant
ainsi la convolution dilatée de facteur ¢. Ainsi, en utilisant des convolutions dilatées
et en les empilant, un réseau de neurones peut prendre en compte des informations
provenant d’une grande zone de la série temporelle d’entrée sans augmenter le nombre
de couches ou les cotits computationnels. Avec ¢ = 1, la convolution dilatée équivaut
a la convolution classique. L’architecture d'une convolution dilatée est illustrée dans
la figure 2.8.

Le deuxieme élément caractéristique du TCN est la présence de connexions résiduelles
(residual connection, ou skip connection), proposé par [69], dans le but de conserver
et de "rappeler” au modele la série initiale. La connexion résiduelle consiste a faire
subir une transformation F a l'entrée x d’une partie du réseau, puis d’ajouter (ou
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FIGURE 2.9 — Skip connection. Extrait de [11], k est la taille du filtre de convolution,
et ¢q le facteur de dilatation.

concaténer) = avec Z = F(x). La sortie o du bloc est alors : o = Activation(z +

F(x)).

Un bloc du TCN est présenté figure 2.9. L’entrée de la couche 4, 201 est transformée
par une couche de convolution dilatée causale. Les poids sont mis a 1’échelle par Weight
Normalisation [118]. Cette opération consiste a transformer les poids d'une couche de
réseau par : w = gHZ—H, oll v € R¥ est le vecteur des poids de la couche, et g un scalaire.
La fonction d’activation ajoutant la non-linéarité est ReLU, puis une opération de
dropout aide a réduire le sur-apprentissage. Du coté de la connexion résiduelle, une
convolution 1d est appliquée si 20~ et 2() ne sont pas de méme dimension.

Les réseaux convolutionnels ont ainsi plusieurs avantages face aux réseaux récurrents.
Les sorties sont toutes générées en méme temps, ce qui permet d’'utiliser les capacités de
parallélisation des cartes graphiques (GPU). Cela évite de plus de rétro-propager dans
la direction temporelle de la série, et donc limite les problemes de disparition ou explo-
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FIGURE 2.10 — [llustration du mécanisme d’attention sur séries temporelles. Par [95].

sion du gradient. Enfin, [11] illustre que sur diverses taches de représentation de séries
temporelles (classification, imputation de valeurs manquantes, sélection d’entrée), le
TCN obtient des performances significativement supérieures a celles obtenues par des
réseaux récurrents, indépendamment du type de cellule récurrente utilisée.

Néanmoins, une troisieme architecture, particulierement adaptée au texte, peut aussi
étre utilisée sur les séries temporelles.

Réseaux a attention. En 2017, [176] révolutionne le traitement automatique du
texte en introduisant le Transformer. Ce modele est basé sur le mécanisme d’attention.
Son but est de se concentrer sur les parties pertinentes d’une séquence en attribuant
des poids aux différents éléments en fonction de leur importance relative.

Son fonctionnement, illustré dans la figure 2.10, suit les étapes suivantes :

— Pour chaque élément d’'une séquence, le modele calcule trois vecteurs distincts
a partir de leur représentation continue (embeddings) : les vecteurs de requéte
(Q), de clé (K) et de valeur (V). Ces vecteurs sont obtenus en multipliant les
embeddings par des matrices de poids apprises (W). Les vecteurs @) , K et V
sont utilisés pour déterminer 'importance relative des éléments de la séquence.

— Le modele calcule ensuite les scores d’attention en effectuant un produit scalaire
entre () et K. Les scores d’attention refletent la similarité entre les éléments de la
séquence et sont utilisés pour pondérer I'importance relative de chaque élément.

— Les scores d’attention sont ensuite normalisés a ’aide d’une fonction softmaz,
qui transforme les scores en probabilités comprises entre 0 et 1.

— Chaque vecteur V est ensuite multiplié par son score d’attention correspondant.
Les vecteurs d’attention pondérés ainsi obtenus mettent en évidence les éléments
importants de la séquence en fonction de leur contexte.

— Enfin, les vecteurs d’attention pondérés sont additionnés pour obtenir le vecteur
de sortie de la couche d’attention. Ce vecteur de sortie combine les informations
des éléments de la séquence en fonction de leur importance relative.

Dans le cas des Transformer, le mécanisme d’attention est utilisé dans les couches
d’auto-attention multi-téte. L’auto-attention indique que les calculs de score d’atten-
tion sont faits en comparant une séquence a elle-méme. L’attention multi-téte signifie
que plusieurs tétes d’attention fonctionnent en parallele, chacune se concentrant sur
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FIGURE 2.11 — Architecture du Transformer. Par [170].

différents aspects des relations entre les éléments de la séquence. Les résultats de
chaque téte d’attention sont ensuite concaténés et transformés par une matrice de
poids apprise pour produire le vecteur de sortie final de la couche d’attention multi-
téte.

Dans sa globalité, le Transformer se base sur l'architecture encodeur-décodeur. On
I'illustre figure 2.11.

L’encodeur est chargé de traiter la séquence d’entrée et de générer une représenta-
tion continue pour chaque élément de la séquence. Il est composé de plusieurs couches
identiques, chacune ayant deux sous-modules principaux : la couche d’auto-attention
multi-téte et la couche de "réseau de neurones a propagation avant” (Feed Forward
Neural Network, FFNN). La couche d’auto-attention permet au modele de considé-
rer les relations entre tous les éléments de la séquence d’entrée, tandis que la couche
FFNN ajoute de la non-linéarité au modele. Comme 1’encodeur, le décodeur est éga-
lement composé de plusieurs couches identiques, chacune ayant trois sous-modules
principaux : la couche d’auto-attention multi-téte (ciblée sur la séquence de sortie), la
couche d’attention multi-téte (ciblée sur la sortie de ’encodeur), et la couche FFNN. Le
décodeur génere la séquence de sortie un élément a la fois, en utilisant les informations
de 'encodeur et en tenant compte des éléments précédemment générés.

Le texte pouvant étre vu comme une série temporelle, le Transformer a donc été utilisé
pour classifier, inférer ou générer des séries, a I'image de [15] par exemple, qui utilise un
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réseau basé sur des Transformer pour imputer les valeurs manquantes de maniere plus
précise que l'architecture [30] basée sur des réseaux récurrents. Il permet une meilleure
représentation temporelle des entrées que la convolution, puisque l'attention peut se
porter a toute la série, et est plus rapide que les RNN car facilement parallélisable.
Il est de plus un peu plus interprétable grace aux probabilités obtenues en sortie de
couche d’attention.

Ainsi, les RNN, CNN et réseaux a attention sont conjointement utilisables pour ré-
soudre diverses taches liées aux séries temporelles. Choisir entre ces méthodes nécessite
donc de spécifier le type de séries temporelles traitées. Dans cette these, nous appli-
querons les méthodes présentées a des données de santé et plus particulierement des
enregistrements de sommeil qui, comme la majorité des données médicales, sont peu
labellisées.

2.1.3.4 Le manque de données labellisées

Le cas des données de santé. Utiliser des données médicales oblige a étendre
le probleme de généralisation de plusieurs fagons. Tout d’abord, la généralisation a
des patients différents est un élément obligatoire a prendre en compte. Si les plus
célebres jeux de données d’image (comme ImageNet [50]) ou de texte (comme Common
Crawl ") proviennent de nombreuses sources, les jeux de données de médecine sont
souvent restreints a un nombre de patients limité (n < 100). Ainsi, le modeéle peut
avoir des difficultés a généraliser ses connaissances a de nouveaux patients car il est
biaisé par le faible nombre de patients sur lesquels il a appris. Il est donc important
de garder des patients uniquement dans le jeu de test pour évaluer cette capacité de
généralisation.

Ensuite, un modele idéal traitant des données de santé doit étre capable de réaliser sa
tache indépendamment de la méthode d’obtention des données. En effet, les capteurs,
méthodes d’acquisition et experts (qui créent les labels nécessaires a I'apprentissage)
sont tres souvent différents d’un hopital a 'autre. Ainsi, il est délicat de créer un modele
capable de bien généraliser sur un jeu de données différent. On dit d’'un modele capable
de bien généraliser a des nouveaux patients qu’il est robuste.

Si le volume des données accessibles est conséquent, obtenir les labels correspon-
dants est souvent cotiteux, puisque cela nécessite le travail d’experts qualifiés. De fait,
les jeux de données sont souvent restreints et le modele risque le sur-apprentissage.
Nous présentons dans la suite diverses techniques permettant de lutter contre le sur-
apprentissage.

L’augmentation de données consiste a appliquer de légeres modifications aux
données d’entrainement pour augmenter artificiellement le volume de données dispo-
nible. On peut utiliser la technique sur toutes les données, ou sur certaines classes
sous-représentées, pour équilibrer la distribution entre les classes dans le jeu d’appren-
tissage et éviter que le modele ne soit biaisé vers les classes majoritaires. Le choix
des types d’augmentations est délicat : il faut que les données soient suffisamment

6. https://commoncrawl.org/
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modifiées pour éviter le sur-apprentissage, mais qu’elles conservent I'information per-
mettant de les classifier. Si pour I'image le choix et l'intérét des augmentations ont
été étudiées en profondeur ([124]), leur application aux données EEG est plus récente
[138]. Les augmentations permettant la plus haute amélioration des performances va-
rient selon les taches et les jeux de données, néanmoins les augmentations modifiant
la représentation temps-fréquence des EEGs sont les plus couramment utilisées pour
améliorer la classification du sommeil. Notamment, [138] montre qu’utiliser les aug-
mentations F'T'Surrogate, qui modifie la phase des canaux des signaux en représentation
de Fourier par une valeur aléatoire (bornée), SmoothTimeMask, qui masque une partie
du signal, TimeReverse, qui inverse I’axe temporel des séries, et GaussianNoise, qui
ajoute un bruit gaussien a la série, permet d’améliorer le score de classification de séries
temporelles quand le volume du jeu de données est faible : seulement 1% du volume
du jeu de données initial est conservé par [138] pour illustrer cette amélioration. Ces
augmentations sont illustrées figure 2.12.
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FIGURE 2.12 — Effet de certaines augmentations sur un signal EEG

Transfer Learning et autoencodeurs. Avec 'augmentation de données, le trans-
fer learning est une des méthodes les plus directes pour lutter contre le sur-apprentissage
di a la difficulté d’obtenir de gros volumes de données labellisées. Cela consiste a
d’abord pré-apprendre un modele mg sur un jeu de données D, via une tache Ty, sou-
vent autosupervisée (qui ne nécessite pas de labels ajoutés humainement). On utilise
ensuite les poids d’un certain nombre de couches de mq pour initialiser le modele cible
m.. On apprend enfin m,. a réaliser la tache cible T, sur le jeu cible D.. On dit alors
qu’on ajuste, ou finetune le modele m.. Selon les cas pratiques, on peut ne pas mettre
a jour certaines couches de m,. (on dit que les couches sont gelées). Cette technique
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FIGURE 2.13 — Représentation d’'un autoencodeur. *

est beaucoup utilisée dans tous les domaines de I'apprentissage profond [178], [190].
Simg = m,. et Dy = D,, on peut réaliser les deux opérations conjointement. On parle
alors d’apprentissage multitache, dont le but est d’utiliser Ty pour régulariser 7.

Le pré-apprentissage est usuellement réalisé via un autoencodeur, comme illustré par
[119], qui utilisent un autoencodeur pour initialiser les poids d'un réseau récurrent
apprenant a prédire la prochaine note d’une partition.

Un autoencodeur [12] est un type de réseau de neurones dont la sortie est de méme
dimension que 'entrée. Il est composé de deux parties : un encodeur ¢, qui projette
I’entrée en une représentation latente, et un décodeur v, qui reconstruit ’entrée a par-
tir de cette représentation. Une représentation d'un autoencodeur est donnée dans la
figure 2.13. La capacité de représentation d’un autoencodeur est entierement dépen-
dante de celle de ¢ et 1. Si les deux opérations sont linéaires (avec des fonctions d’acti-
vation aussi linéaires) alors 'autoencodeur se comporte comme 1'algorithme d’analyse
en composantes principales (ACP) [14].

Ainsi, un autoencodeur cherche a reproduire ’entrée modifiée du modele. Il ne nécessite
pas de labels ajoutés humainement, et est donc particulierement adapté pour pré-
apprendre un modele. [144] utilise notamment un autoencodeur basé sur des couches
LSTM pour pré-apprendre un modele capable de prédire le futur de séries temporelles,

7. https://blog.engineering.publicissapient.fr/2020/12/09/detection-de-fraudes-par-
autoencodeur-variationnel-entraine-sur-google-ai-platform/
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FIGURE 2.14 — Architecture de 'encodeur du TCN-AE. Extrait de [170]. Dans chaque
bloc TCN, dConv indique une couche de convolution dilatée de taux ¢ et de taille de
noyau 64. Une couche de convolution 1 x 1 réduit ensuite la dimension des caractéris-
tiques a 16. Les différentes représentations obtenues par les blocs TCN sont concaténées
dans la partie concatl.

et [189] utilise le préapprentissage pour améliorer les performances en classification.
Dans ce cas, la tache de préapprentissage est du débruitage : on ajoute un bruit
gaussien au signal et on demande au modele de retrouver le signal propre.

Les autoencodeurs sont aussi utilisés pour de nombreuses autres applications. Dans
le cas des séries temporelles, ils peuvent étre utilisés pour la détection d’anomalies.
Cette tache consiste a distinguer des éléments "fautifs” (défauts de capteurs, signaux
de santé de personnes malades, etc) parmi un jeu de donnée d’éléments "normaux”.
Quand la tache est supervisée, on peut utiliser un autoencodeur comme extracteur de
caractéristiques, avant un module de classification ([99]). Quand ce n’est pas le cas, on
utilise le fait que les autoencodeurs apprennent la distribution normale des signaux.
Ainsi, les signaux dont la reconstruction est la plus erronée sont probablement les
signaux anormaux ([63], [143]).

Pour obtenir un autoencodeur capable de bien représenter les signaux temporels, il faut
construire 'encodeur et le décodeur en utilisant les architectures de réseaux adaptées.
Ainsi, [170] introduisent le TCN-AE, autoencodeur basé sur le TCN présenté précé-
demment.

Le TCN-AE est donc composé d'un encodeur et d’un décodeur, dont les architectures
sont similaires entre elles. L’encodeur est représenté figure 2.14. Il est composé d’une
pile de blocs TCN, similaires a celui représenté dans la figure 2.9. Les différentes
représentations de la série ainsi obtenues sont ensuite concaténées pour former une
pile de caractéristiques. Une couche de convolution 1 x 1 est appliquée pour réduire la
dimensionnalité de ces caractéristiques. Enfin, une couche de MaxPooling [152] réduit
la longueur du signal. Les principaux hyperparametres du réseau sont les taux de
dilatation ¢ (qui contrdlent 1’écart entre chaque entrée utilisée dans la convolution), le
nombre de filtres utilisés dans les couches convolutionnelles (qui contrélent le nombre
de caractéristiques extraites a chaque couche), et la taille du noyau de convolution
(qui controle la taille de la fenétre de convolution).
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FIGURE 2.15 — Architecture du décodeur TCN-AE. La couche upsamp ré-échantillonne
I'entrée du décodeur de sorte que le signal retrouve sa taille initiale (avant d’étre en-
codé). Ensuite le fonctionnement est analogue & ’encodeur, avec différentes convolu-
tions dilatées dconv puis une concaténation des représentations (concats3).

Le décodeur est présenté figure 2.15. Il est fait de maniére analogue a ’encodeur, en
inversant simplement 'ordre des taux de dilatation ¢. Le signal encodé est rétabli a sa
taille d’origine via un sur-échantillonnage, puis le réseau essaie de retrouver le signal
original.

Cette architecture permet au TCN-AE de réaliser 1’état de I'art dans la détection
d’anomalies de signaux de santé ECG, performant notamment mieux que des au-
toencodeurs basés sur des LSTM ([102], [169]). Pour ces raisons, nous utiliserons cet
autoencodeur dans la suite de nos expérimentations.

Enfin, 'autoencodeur peut étre utilisé pour compresser des signaux aussi bien en tache
de préapprentissage qu’en tache finale. En choisissant simplement z = ¢(z) de dimen-
sion inférieure a x, les signaux sont compressés dans l’espace latent. L’autoencodeur
apprend a résoudre la tache suivante :

min L(z, Y (o(x))) (2.26)

R0

avec L la fonction de cotit. Ainsi, la qualité de la reconstruction effectuée par ’au-
toencodeur dépend de la fonction de cotit choisie. Le choix usuel est la MSE, par
exemple dans [145], [16], [51], trois travaux traitant de la compression de séries de
santé. Néanmoins, [113] démontre 1'avantage d’utiliser des fonctions de cofit intégrant
des termes spécifiques aux données temporelles. Cette problématique sera détaillée et

étudiée dans les chapitres suivants.

Normalisation et standardisation. La distance entre deux séries dépend directe-
ment de la valeur des échantillons. Ainsi, pour maintenir la stabilité numérique de la
métrique, et donc du gradient mis a jour via cette métrique dans le contexte d’appren-
tissage d’autoencodeurs, il faut mettre a 1’échelle les valeurs des séries temporelles.
Pour ce faire, il existe deux méthodes principales : la normalisation et la standardisa-
tion.

La normalisation, également appelée mise a I’échelle min-max, projette les valeurs entre
0 et 1. On l'obtient via I’équation 2.27. Cette transformation préserve les relations de
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rang entre les valeurs. Elle permet de borner les métriques et donc de les mettre a
I’échelle de la méme facon. Il faut cependant faire attention aux valeurs aberrantes :
si min(z) << mean(z), ou mean(x) << maz(x), alors la majorité des valeurs seront
projetées autour de 0.5, ce qui peut géner I'apprentissage. Dans ce cas, nous propo-
sons de borner les valeurs aberrantes. Nous détaillons cette approche dans le chapitre

suivant. '
LTnorm = - mzn(m) (227)
max(x) — min(x)

La standardisation, également appelée mise a 1’échelle z-score, projette les valeurs de
telle sorte qu’elles aient une moyenne p = 0 et un écart type o = 1. Cette transfor-
mation préserve les distances entre les valeurs. Elle est définie par I’équation 2.28. La
standardisation est la méthode la plus courante dans I’apprentissage profond, car elle
permet d’accélérer la convergence, notamment en limitant les problémes de disparition
du gradient [62].

x — mean(z)

000) (2.28)

Lstand =

Néanmoins, la normalisation est intéressante dans le cas d’apprentissage avec des mé-
triques, c’est-a~dire quand la sortie du modele & = ((z,w) est de méme dimension que
I'entrée x du modele. On compare alors y = ((z,w) et & via une métrique, qui sert de
fonction de cofit. C’est notamment le cas des autoencodeurs.

2.1.4 Conclusion

Un grand nombre d’approches a été proposé pour comparer et classifier les séries tem-
porelles. Notamment, les méthodes basées sur des distances permettent de classifier
via un 1-PPV en cherchant simplement la série la plus proche. Pour passer outre les
limites de la distance euclidienne, c’est-a-dire sa sensibilité aux décalages temporels et
son incapacité a comparer des séries de tailles différentes, diverses métriques, incluant
DTW, LCSS ou TWED ont été proposées. DTW, utilisée comme métrique d'un 1-
PPV, offre de trés bonnes performances de classification [96] [180]. La métrique est
cependant de complexité quadratique en temps et non différentiable, ce qui nuit a son
utilisation. Plus récemment, et pour traiter des volumes de données plus importants,
des méthodes basées sur des réseaux de neurones ont été proposées. Elles permettent
d’apprendre une représentation des séries temporelles permettant de mieux les classi-
fier. S’il est classique d’utiliser les réseaux récurrents, il est préférable de choisir des
architectures convolutionnelles pour représenter les séries temporelles, peu importe la
tache finale souhaitée, du fait de leurs meilleures performances et de leur vitesse d’exé-
cution [11]. Des architectures basées sur des couches Transformer ont plus récemment
été proposées, mais leur faible amélioration des performances ne justifie pas toujours
leur utilisation, au vu de leur lenteur et de la complexité de leur apprentissage. Enfin,
les taches nécessitant de comparer les séries modifiées aux séries d’entrées, comme la
compression, sont réalisées par des autoencodeurs utilisant les architectures représen-
tant bien les séries temporelles comme le TCN. Cependant, ils se basent sur la MSE
pour mettre a jour les poids du modele, plutét que sur les métriques adaptées men-
tionnées précédemment. Nous proposons donc d’approximer DTW, puis de 'utiliser
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comme fonction de cofit pour mieux apprendre les autoencodeurs sur les séries tempo-
relles. Pour effectuer nos expérimentations et valider 1'utilité de ce choix de fonction
de cofit, nous choisissons de nous intéresser aux enregistrements de sommeil, dont la
classification automatique est trés importante pour aider les experts a diagnostiquer
des anomalies plus efficacement.

2.2 Classification de sommeil

La classification automatique du sommeil est une tache essentielle dans le domaine
de la recherche sur le sommeil et la santé. Elle consiste a identifier et a classer les
différents stades du sommeil, généralement a partir de signaux polysomnographiques
(PSG), qui peuvent inclure des enregistrements électroencéphalographiques (EEG),
électrooculographiques (EOG) et électromyographiques (EMG). La classification du
sommeil a des implications importantes pour I'évaluation de la qualité du sommeil,
la détection des troubles du sommeil et la compréhension des mécanismes neurobio-
logiques du sommeil [123]. La tache nécessite beaucoup de travail a des experts et a
donc un cott important. Elle est, de plus, assez fastidieuse. Ainsi, automatiser cette
tache présente un intérét significatif.

On définit la classification du sommeil comme une spécification de la classification de
série temporelle, ot I'entrée 29 € RV*K est la i-eme fenétre de 30 secondes extraite
d’un enregistrement de sommeil, et le label correspondant 4 peut prendre 5 valeurs
selon I’American Academy of Sleep Medicine [74] (AASM) :

— Déveil (Wake W), caractérisé par des ondes béta (>12Hz) et alpha (8-12Hz).

— Le sommeil paradoxal (REM) marqué par des ondes béta et des mouvements
oculaires rapides.

— L’état de sommeil profond N1, caractérisé par la transition entre les ondes béta
et théta (4-8 Hz).

— L’état de sommeil profond N2, marqué par des fuseaux de sommeil (spindles,
salves de signaux oscillatoires provenant du thalamus et représentés dans 'EEG

[49]).
— L’état de sommeil profond N3, caractérisé par des ondes delta (0.5-4 Hz).

Les analyses sont généralement réalisées sur des jeux de données publics, pour simplifier
les comparaisons entre les différentes méthodes. Nous les présentons dans la suite de
ce chapitre.

2.2.1 Principaux jeux de données

Dans cette partie, nous présentons les différents jeux de données habituellement utilisés
pour apprendre a classer automatiquement les états du sommeil.

2.2.1.1 SHHS

Le Sleep Heart Health Study (SHHS), proposé par [132] et mis & jour par [1806], est une
cohorte d’études massive sur les effets cardiovasculaires et autres effets de la respiration
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perturbée pendant le sommeil. Les participants a cette étude présentent différentes
maladies, notamment des troubles cardiovasculaires et pulmonaires.

Il est courant dans la littérature ([153], [56]) de ne garder que deux sous parties du
dataset : les études SHHS1 et SHHS2, qui correspondent a I’enregistrement d’une nuit
de sommeil d’'un groupe de patients a deux dates différentes. Ainsi, le jeu de données
comprend deux enregistrements de sommeil pour 5791 patients différents. En particu-
lier, la grande majorité des études se concentre sur le jeu de données SHHS1 ([159],
[153], [125]). De fait, nous utilisons uniquement ce jeu, que nous nommons SHHS. A
chaque fenétre de 30 secondes est associé un label parmi 'éveil (Wake W), le som-
meil paradoxal REM, divers stades de profondeur de sommeil : N1, N2, N3, N4 et des
marqueurs d’activité : MOVEMENT, and UNKNOWN] suivant les recommandations
Rechtschaffen & Kales (R&K [7]). Les enregistrements sont échantillonnés a 125 Hz,
donc les fenétres font chacune une taille N = 3750. Le jeu de données est préparé en
enlevant les fenétres MOVEMENT et UNKNOWN car elles ne contiennent pas d’in-
formation utile a la tache de classification du sommeil. Ensuite, les états N3 et N4 sont
fusionnés suivant les recommandations de ’AASM [74]. Les données SHHS ainsi obte-
nues sont fortement déséquilibrées, comme indiqué table 2.1. Cela illustre notamment
la difficulté a identifier I’état N1, et pose la question de l'intérét de garder la classe
au lieu de la fusionner avec N2. Néanmoins, pour faciliter les comparaisons avec les
autres méthodes, nous conserverons les pré-traitements décrits précédemment.

Les données sont de plus multidimensionnelles car comportant 2 canaux EEGs, 2
EOGs, 2 EMGs, 1 ECG (électrocardiogramme), une pléthysmographie inductive res-
piratoire a deux canaux, des données de capteur de position, des données de capteur
de lumiere, des données d’oxymetre de pouls et des données de capteur de flux d’air.
Tous les canaux ne sont pas utilisés par la littérature : [130], [129] exploitent les ca-
naux EEG, EOG et EMG, mais [153], [93] utilisent seulement le channel EEG C4-A1
pour des performances équivalentes. Du fait de ’accélération des calculs permise par
I'utilisation d’un seul channel, nous ne conserverons que le channel C4-A1 dans nos
expériences sur SHHS.

2.2.1.2 SleepEDF

Le jeu de données SleepEDF [83] est un autre jeu de données contenant des enregistre-
ments de sommeil labellisés. Il contient 197 PSG répartis en 2 sous jeux : Sleep-Cassette

(SC) et Sleep-Telemetry (ST).

Le jeu SC contient 153 polysomnographies correspondant a 78 patients. Ce jeu est
parfois nommé SC-EDF-78 dans la littérature. Pour chaque patient sauf 3, 2 enregis-
trements de nuit sont disponibles comprenant 2 signaux EEG (Fpz-Cz et Pz-Cz), 1
EOG, 1 EMG et pour certains patients un capteur de respiration et de température.
Tous les signaux sont bruts et échantillonnés a 100 Hz, sauf 'TEMG qui est filtré et
ré-échantillonné a 1 Hz. Il est commun dans la littérature de nommer SC-EDF-20 le
sous jeu de données ne comportant que les patients de 0 a 19, qui fut publié avant le
jeu complet.

Le jeu ST contient 44 enregistrements de 22 patients. Pour chaque patient, 2 nuits de
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Dataset Wake | N1 N2 N3 | REM | Total des fenétres
SHHS 2% | 4% 4% | 14% | 15 % 5.421.338
SC-EDF-78 | 34 % |11 % | 35% | 7% | 13 % 195.168

TABLE 2.1 — Répartitions des labels selon les classes et nombre total de labels des
jeux de données SHHS-1 et SC-EDF-78.

sommeil sont disponibles : une apres la consommation de temazepam, un médicament
contre l'insomnie, et une apres la consommation d'un placebo. Les mémes canaux,
sans les capteurs de respiration et de température, sont disponibles.

Le jeu SC-EDF-78 étant le plus couramment utilisé dans la littérature ([165], [129],
[131]), nous utiliserons exclusivement ce jeu dans nos expérimentations que nous nom-
mons généralement SleepEDF-78.

Comme pour le jeu SHHS, les informations de sommeil ont été renseignées par des
experts suivant les recommandations R&K. Le méme traitement est donc usuellement
appliqué pour transformer les labels. Le jeu de données résultant est de nouveau dés-
équilibré comme détaillé table 2.1, avec une large domination des classes Wake et
N2.

De maniere similaire a SHHS, des approches multidimensionnelles pour résoudre la
tdche de classification de sommeil, utilisant les canaux EEG et EOG ([66], [130]), ou
EEG, EOG et EMG ([174]) existent et obtiennent d’excellentes performances. Néan-
moins, d’autres travaux se limitent au canal Fpz-Cz ([164], [131]) pour des perfor-
mances similaires. Nous présenterons dans le tableau 2.3 un comparatif des méthodes
a l'état de 'art sur les jeux de données SHHS et SleepEDF-78, ce qui conforte notre
décision d’utiliser des séries unidimensionnelles. Dans le cas de SleepEDF-78, nous
conservons le canal Fpz-Cz, suivant la littérature mentionnée précédemment.

2.2.1.3 Autres jeux de données

De nombreux autres jeux de données de sommeil sont accessibles : entre autres, MASS
[116] regroupe les enregistrements de polysomnographie de 200 patients obtenus dans
3 hopitaux différents. DOD-O [67] est composé des enregistrements de 55 patients at-
teints d’apnée du sommeil. Les annotations sont réalisées par 5 experts de différents
centres du sommeil, permettant de comparer les performances des modeles a celles
d’humains. Un jeu de données analogue, DOD-H, est obtenu sur des volontaires sains.
ISRUC [85] regroupe 3 jeux de données : le premier contient un enregistrement d’une
nuit de 100 patients, mélant individus sains, individus souffrant de problémes de som-
meil et individus utilisant des traitements contre l'insomnie. Le deuxiéme comporte
deux enregistrements de 8 patients et le troisieme un enregistrement de 10 individus.
Nous concentrons cependant nos analyses sur les jeux de données SHHS et SleepEDF-
78, qui sont les plus couramment utilisés dans la littérature.
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2.2.2 Meétriques

On évalue les modeles de classification du sommeil via des indicateurs de performance
nommés métriques. Le détail du fonctionnement des métriques les plus courantes dans
la littérature est donné dans cette section. La prédiction d’un modele ¢ pour un signal
x est notée y = ((z), et sa classe réelle est notée y.

2.2.2.1 Accuracy

L’accuracy est simplement définie par le rapport entre le nombre de bonnes prédic-
tions et le nombre total de prédictions. Elle permet une évaluation rapide des perfor-
mances d'un modele mais ne prend pas en compte le possible déséquilibre entre les
classes.

2.2.2.2 Macro F1

Pour prendre en compte ce déséquilibre, on utilise le score F1. Pour une classe ¢ donnée,
on sépare les prédictions du modele en 4 cas :

— true positive (TP) : le modele prédit qu'un signal z est de classe ¢ (on définit
cette prédiction par g = ¢) et la classe réelle de I'élément est effectivement ¢ (on
note y = ¢)

— false positive (FP) : gy =cety #c

— false negative (FN) : g £ cety=c

— true negative : § # c et y # ¢

On obtient ensuite la precision via I’équation 2.29, mesurant parmi toutes les prédic-
tions de classes c faites par le modele, combien le sont effectivement :

Precision, = ——— (2:29)
TECLS1oN,. = TP+ FP .

Et le recall via I’équation 2.30, qui évalue combien d’éléments de classe c ont été prédits
parmi tous les éléments dont la vraie classe est ¢ :

TP
R@CCL”C = m—m (230)

On peut ensuite calculer pour chaque classe ¢ le score F'1,. selon 1’équation 2.31. Cela
C
permet d’avoir une compréhension des performances du modele classe par classe.

precision, x recall,

Fl.=2x (2.31)

precision, + recall,

On obtient un score global pour le modeéle, nommé score macro F1 (MF1) via 'équation
2.32 avec Cl le nombre de classes.

Cl
F1,
MF1 = Z=O+ (2.32)

Ainsi, chaque classe a le méme impact sur le score final, peu importe son nombre
d’éléments. Cette métrique pénalise donc fortement les modeles qui ne prédisent pas
du tout une ou plusieurs classes.
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2.2.2.3 Kappa de Cohen

Le coefficient Kappa de Cohen [37] (k) est une mesure statistique qui évalue l'ac-
cord entre 2 annotateurs y; et yo. Il est souvent utilisé pour mesurer la fiabilité des
annotations et la cohérence inter-évaluateurs dans des taches telles que la classifica-
tion manuelle d'images, 'annotation de texte ou la classification d’état du sommeil, a
I'image de [67], qui utilise la métrique pour comparer le score de classification d’ex-
perts et de modeles. Il prend en compte la possibilité que les évaluateurs se mettent
d’accord par hasard et compare 'accord observé entre les évaluateurs a l'accord at-
tendu en supposant que les évaluations sont indépendantes et aléatoires. On le définit
ainsi :

Po — Pe
= 2.33
" 1- Pe ( )
Do est la probabilité observée d’accord entre les évaluateurs, définie par :
1 &
Do = N Z Tii (2.34)

avec Cl le nombre de classes et n; les cas ou les deux annotateurs ont prédit la
classe 7. p. est la probabilité attendue d’accord si les évaluations étaient aléatoires et
indépendantes, et s’exprime par :

Cl
Ny * Moy
pe = Z T (235)

%

avec ny; et ngy; les prédictions de la classe ¢ par les annotateurs 1 et 2 respectivement
et N le nombre total d’annotations. Le score étant symétrique, on choisit y; comme
vérité terrain et yo les prédictions du modele pour la classification du sommeil.

Le score Kappa de Cohen est particulierement utile pour mesurer I'accord de prédic-
tions de différents modeéles pour paramétrer des ensembles (joindre les prédictions de
plusieurs modeles sur le méme jeu de données pour améliorer les performances) ou
pour mesurer l'accord inter-annotateurs. Si I’accuracy ne permet pas d’évaluer la ca-
pacité du modele a correctement prédire les classes moins représentées, le score macro
F1 permet lui d’obtenir ces informations. Nous utilisons donc uniquement I’accuracy
et le score macro F1 dans nos expériences.

2.2.3 Architectures de modeles et comparaisons

Depuis 2017, la grande majorité de la recherche sur la classification automatique de
sommeil s’est concentrée sur 'utilisation de réseaux de neurones profonds. Les pre-
mieres approches ([128], [127]) utilisaient simplement une fenétre donnée de signal et
tentaient de prédire le label correspondant. C’est cependant insuffisant, car les états
du sommeil n’évoluent pas fréquemment : sur le jeu SleepEDF-78, le label y®*1 est
identique au label y® 89.8 % du temps. On présente de plus dans le tableau 2.2 les
pourcentages d’évolution des états en t et t41. Comme indiqué précédemment, tous les
états restent tres majoritairement identiques a la fenétre suivante. Les autres transi-
tions ne sont pas aléatoires : par exemple, bien que les états W et N2 représentent plus
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de la moitié du jeu (table 2.1), si I’état ¢t est W alors ¢ + 1 ne sera N2 que dans 0.24%
des cas, et inversement dans 1.49% des cas. Ainsi, utiliser les fenétres précédentes est
utile pour prédire la classe de la série en cours.

yO\ gD W N1 N2 N3 REM
W 94.63% | 5.01% | 0.24% | 0.01% | 0.12%
N1 8.87% | 72.42% | 15.83% | 0.04% | 2.85%
N2 1.49% | 2.66% | 90.82% | 3.83% | 1.19%
N3 1.00% | 0.58% | 18.72% | 79.65% | 0.10%
REM 1.82% | 2.77% | 1.31% | 0.004% | 94.08%

TABLE 2.2 — Pourcentage de transition entre les différents stades du sommeil du jeu
de données SleepEDF-78

Cette idée est renforcée par le fait que les experts utilisent plusieurs fenétres autour de
la fenétre 2() pour prendre leur décision [126]. En utilisant ces propriétés, des méthodes
exploitant une ou deux fenétres précédant la fenétre courante et une fenétre suivant la
fenétre courante ont permis d’améliorer I’état de 'art. Elles sont basées sur des CNN
(SorsNet [159] %, [32], U-Sleep [125]), des RNNs ou une combinaison des deux ([101]).
Cependant, ces approches n’exploitent pas assez de fenétres pour bien représenter les
liens passés ou futurs.

Les approches modernes sont représentées par des modeles séquences vers séquences
[126]. Ces modeles regoivent L fenétres continues et prédisent en méme temps les L
labels correspondants. Ils sont composés de 2 sous modeles principaux : un encodeur de
caractéristique Fec : (M) — p(BD) dont le r6le est de projeter z(3) pour en extraire
les caractéristiques utiles, et un encodeur temporel Ft : h(8D) — 2(0) - qui utilise les
L représentations h*) pour affiner les projections. Ainsi chaque z) pour | € [1..L]
contient I'information de la projection de son signal brut affiné par les projections des
signaux proches temporellement. Un classifieur (souvent une couche linéaire) estime
ensuite les prédictions ¢,

Beaucoup de modeles suivant ce paradigme obtiennent d’excellentes performances. Par
exemple, le DeepSleepNet [165], SleepEEGNet[113], le TinySleepNet[164] et IITNet
[153] modélisent F¢ par un CNN et F't par un RNN. En particulier, DeepSleepNet est
illustré figure 2.16. L’encodeur Fc¢ est composé de deux branches de CNN contenant
des couches avec différents parametres (par exemple, la premiere couche a une taille de
filtre de la moitié de la fréquence d’échantillonnage F's) du signal, un noyau de taille 64
et un pas de taille F's/16. Les représentations extraites sont concaténées puis envoyées
dans ’encodeur temporel, composé d’une double couche LSTM bidirectionnelle. Une
skip connection comportant une couche linéaire permet de conserver la représentation
extraite de I’encodeur de caractéristiques. Des couches de dropout permettent de limiter
le sur-apprentissage.

SimpleSleepNet [67], SeqSleepNet [129] et RobustSleepNet [66] utilisent des réseaux
récurrents pour I'encodeur de caractéristiques, avec un module d’attention pour le Ro-

8. Nous présentons en détail 'architecture du SorsNet dans la section 3.3.3.1
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30-s EEG epoch

| [Fs/2] conv, 64, /[Fs/16] | | [Fsx4] conv, 64, /[Fs/2] |
LEH‘E’E'IPE';@ B | 4maxpool, /4 |
| _0Sdropout | |05 dropour |
| 8 conv, 128 ‘ ‘ 6 conv, 128 |
| 8 conv, 128 ‘ ‘ 6 conv, 128 |
| 8 conv, 128 ‘ \ 6 conv, 128 |
[ 4maxpool, /4 | [ 2maxcpool, /2 |
L |
[
L _0.5dropout |
h
512/512 bidirect-Istm | | 1024 fc |

5 softmax

|

Sleep Stage

FIGURE 2.16 — Architecture du DeepSleepNet [165]. F's est la fréquence d’échantillon-
nage du signal d’entrée, et indique la taille de filtre des couches de convolutions (conv)
initiales. max-pool indique des couches de MaxPooling, et bidirect-lstm des couches de
LSTM bidirectionnelles, avec une dimension de 512 pour 'espace latent. Les couches
dropout sont précédées de leur probabilité.
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bustSleepNet, dont ’architecture est illustrée figure 2.17. Les signaux des fenétres n—1,
n et n + 1 sont représentés dans l’espace fréquentiel via FFT. Leurs caractéristiques
sont encodées via une couche dense, puis les canaux sont combinés via attention si I’en-
trée est multidimensionnelle. Une suite de couches récurrente, dense puis d’attention
termine ’encodage de caractéristiques. Les représentations des 3 fenétres sont combi-
nées dans des couches récurrentes, avant de faire la prédiction de I’état du sommeil.

Raw signal of epochn - 1 Raw signal of epoch n Raw signal epochn + 1
Short-Time Fourier Transform Short-Time Fourier Transform Short-Time Fourier Transform
e N
| Normalization Normalization Normalization -I
o l ____________________ I ------------------- 1 ---------
Normalized STFT epoch n - 1 Normalized STFT of epoch n Normalized STFT of epoch n + 1
Linear filter reduction Linear filter reduction Linear filter reduction
Attentive Channel Recombination Attentive Channel Recombination Attentive Channel Recombination
BiGRU BiGRU BiGRU
Linear projection Linear projection Linear projection
Attention Attention Attention
Epoch Level Features of epoch n - 1 Epoch Level Features of epoch n Epoch Level Features of epochn + 1

l | | | I

BiGRU with Skip-connection > BiGRU with Skip-connection +———— BiGRU with Skip-connection

| l

BiGRU with Skip-connection [« BiGRU with Skip-connection < BiGRU with Skip-connection

1 |

Softmax Classifier Softmax Classifier Softmax Classifier
Sleep Stage of epoch n - 1 Sleep Stage of the epoch n Sleep Stage of epoch n+ 1

FIGURE 2.17 — Architecture du RobustSleepNet [66]

L’encodeur temporel Ft peut aussi étre représenté avec un module d’attention (At-
tentionSleep [54]), ou par un Transformer, comme dans le SleepTransformer [131],
ou SleepyCo [93]. L’architecture du SleepTransformer est illustrée figure 2.18”. On
obtient la représentation fréquentielle des L fenétres (%) via FFT puis on encode
via un Transformer et de 'attention pour obtenir les caractéristiques des L fenétres.
On concatene ces représentations puis ’encodage temporel est réalisé par un autre
Transformer. Enfin, on réalise la prédiction des L classes.

Enfin, et malgré le considérable essor des approches basées sur des réseaux de neu-
rones, Sleep-Linear [174], basée sur des hand-crafted features et un classifieur linéaire,

9. Les modeles AttentionSleep et SleepyCo seront décrits dans le chapitre 5.
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FIGURE 2.18 — Architecture du SleepTransformer [131]

obtient des résultats compétitifs. Nous détaillerons aussi cette méthode dans le cha-
pitre 5.

Pour comparer ces différentes approches, nous adaptons les travaux de [126] qui pré-
sentent les scores k de nombreux modeles sur les principaux jeux de données de som-
meil. Nous remplagons le score x par le score macro F1 car il est plus souvent utilisé.
Nous conservons uniquement les jeux de données SleepEDF-78, SHHS, MASS et DOD-
O en raison du nombre significatif de résultats communiqués sur ces jeux. Enfin, nous
choisissons les modeles pour illustrer les différentes architectures utilisées pour clas-
sifier le sommeil. Nous ajoutons des méthodes publiées apres les travaux de [1206], et
présentons les résultats dans le tableau 2.3.

Les comparaisons entre les différentes approches sont assez délicates. En effet, tous les
auteurs ne communiquent pas toujours les résultats de leurs modeles sur les différents
jeux de données usuels, et n’utilisent pas toujours le score macro F1. Ils ne prennent
pas non plus en compte le méme nombre de fenétres pour la prédiction, en particulier,
utiliser des fenétres futures empéche le fonctionnement temps réel, ce qui peut em-
pécher des applications comme la détection de fatigue des conducteurs en temps réel
[110]. Néanmoins, ’approche la plus performante semble étre SleepyCo [93], qui obtient
le meilleur score sur les jeux de données SleepEDF-78, SHHS et MASS. Les résultats
des différentes approches, pourtant basées sur diverses représentations des données et
architecture des réseaux, restent similaires. Ceci est expliqué par [67], qui illustrent
que les performances des modeles sont équivalentes, si ce n’est supérieures, a ’accord
entre plusieurs annotateurs (sur le jeu de données DOD-0). 1l est donc difficile d’en-
visager d’améliorer les performances des modeles sans changer les recommandations
d’annotation.
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2.3 Conclusion et discussion

Dans ce chapitre, nous avons présenté la classification de séries temporelles, en dé-
taillant les deux principales approches pour résoudre la tache : basée sur des distances
et basée sur des caractéristiques. En utilisant les avantages de DTW, notamment sa
capacité a comparer des séries de tailles différentes et son invariance aux décalages
temporels, un simple classifieur 1-PPV obtient de bonnes performances.

Les approches basées sur des caractéristiques permettent d’utiliser les différentes ar-
chitectures de réseau de neurones, comme les réseaux récurrents, convolutionnels ou
a attention, pour représenter les séries temporelles de facon a mieux réaliser la tache
voulue. Cette représentation des séries est particulierement importante pour les taches
autosupervisées ot 'on compare I'entrée et la sortie du réseau. Ces taches, comme la
compression ou la détection d’anomalies, sont réalisées par des autoencodeurs dont
nous avons présenté le fonctionnement. Les autoencodeurs nécessitent une fonction
de cofit de reconstruction pertinente pour bien représenter les signaux. Celle-ci est
usuellement la MSE, malgré sa sensibilité au bruit et aux décalages temporels. Nous
proposons donc de la remplacer par DTW. Cependant, le calcul de DTW est de com-
plexité quadratique, et la métrique n’est pas différentiable, ce qui empéche de 1'utiliser
comme fonction de cofit.

Ainsi, dans le chapitre 3, nous proposerons d’utiliser un autoencodeur basé sur un
réseau siamois pour approximer DTW via une méthode différentiable. Dans notre
approche, I'encodeur est concu pour projeter les signaux de sorte que la distance
euclidienne entre ces projections soit aussi proche que possible de la DTW entre les
signaux originaux. Nous démontrerons que cette méthode d’approximation est non
seulement fidele a ’algorithme DTW original, mais possede également un temps de
calcul peu sensible a la longueur des signaux.

Nous avons présenté un cas particulier de la classification de séries temporelles : la
classification d’état du sommeil. Nous avons présenté les principaux jeux de données
ainsi que la variété d’architectures de modeles utilisés pour résoudre cette tache. Les
performances des modeles sont similaires a ’accord entre les annotateurs donc peu
d’améliorations sont envisageables sur ce point. Néanmoins, les données restent vo-
lumineuses : nous étudierons la possibilité de compresser les séries de sommeil en
minimisant la perte de performance.

Pour ce faire, nous montrerons dans le chapitre 4 que nous pouvons apprendre un
systeme de compression de bout en bout a l'aide d’un autoencodeur basé sur des
couches TCN, ce qui permet de paramétrer le taux de compression. Nous évaluerons
ce systeme de compression via le score de classification de sommeil sur les données
compressées puis reconstruites pour simuler un cas réel d’application. Enfin, nous
montrerons qu’utiliser notre approximation DTW basée sur une architecture siamoise
comme fonction de cofit permet d’obtenir de meilleures performances en classification
sur les données reconstruites.

Enfin, dans le chapitre 5, nous étudierons I'impact du COVID long sur le sommeil. Pour
cela, nous avons constitué un jeu de données en collaboration avec le centre du sommeil
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VIFASOM. Ce jeu est constitué de polysomnographies de patients insomniaques apres
infection du COVID et est appelé COVISLEEP. Nous le mettons a disposition de la
communauté. Nous comparerons les algorithmes de classification du sommeil présentés
dans ce chapitre et montrerons la difficulté de cette tache sur COVISLEEP, illustrant
un intérét du jeu de données pour la communauté. Enfin, nous étudierons la détection
de COVID long et montrerons la difficulté de la tache, notamment due a la forte
variabilité entre les patients.
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Approximation de DTW via un ré-
seau de neurones convolutionnel

3.1 Introduction

3.1.1 Contexte et motivations

Beaucoup d’applications nécessitent de bien comparer les séries temporelles, comme la
vérification de signatures [122] ou la recherche de séries similaires [52]. Cela implique
de choisir une métrique, fonction chargée de comparer les séries. En particulier, pour
compresser des signaux temporels, il faut comparer les signaux reconstruits aux signaux
originaux. Cette fonction d’erreur de reconstruction permet d’apprendre les poids des
modeles compressant et décompressant les séries temporelles.

Les travaux de [52], [180] et [96] indiquent qu’en général, DTW (ou ses variations) est
le meilleur choix pour comparer des séries temporelles, et donc une excellente fonction
d’erreur de reconstruction. L’algorithme est cependant de complexité quadratique se-
lon le nombre d’échantillons des séries comparées, et n’est pas différentiable, ce qui
empéche de I'utiliser pour 'apprentissage de réseaux de neurones, basé sur la descente
de gradient. Pour pallier a ces problemes et afin d’utiliser DTW comme une fonction
de cofit, nous proposons de nous intéresser ici a I’'approximation de DTW. Les réseaux
de neurones, différentiables du fait de leur principe d’apprentissage, sont un moyen
d’avoir une approximation dont la complexité est paramétrée par l'architecture du
réseall.

L’objectif général d’apprentissage avec un réseau de neurones est d’approximer une
fonction inconnue non linéaire permettant de résoudre une tache donnée. Il est donc
assez naturel de tenter d’utiliser des réseaux de neurones pour approximer des fonc-
tions connues, en particulier pour des fonctions de complexité non linéaires. Ainsi,
I’émergence des réseaux de neurones a permis l'introduction de diverses approxima-
tions d’équations de dynamique des fluides notamment, a I'image de [137] qui utilise
un U-net (introduit par [139] pour la segmentation d’image médicale) pour générer
les valeurs de champs de vitesse et de pression en deux dimensions. En particulier, la
résolution des équations de Navier-Stokes, nécessaire a de nombreux domaines comme
la modélisation des océans [104], demande de trés importantes ressources en mémoire
et en temps de calcul.

De maniere analogue, dans ce chapitre, nous montrons comment approximer DTW
comme une fonction en utilisant un réseau de neurones profond. Une telle approxima-
tion doit permettre de calculer le résultat de ’algorithme rapidement et de maniere
différentiable par rapport a ses entrées avec une erreur aussi basse que possible.

Nous posons ce probleme d’approximation de DTW, puis présentons les principales
approximations de DTW proposées dans la communauté : FastDTW [150], qui ap-
proxime DTW avec une complexité linéaire en temps, ucrDTW[134] qui utilise des
bornes inférieures pour accélérer le calcul, soft DTW/[11] qui remplace I'opérateur min
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pour rendre DTW différentiable, LDPS[100] qui transforme les signaux via des sha-
pelets de sorte que la distance euclidienne des projections soit égale a la DTW des
signaux et DTWNet[29] qui utilise le résultat du chemin d’alignement pour apprendre

via DTW.

Cela ne permet cependant pas d’obtenir une approximation rapide et différentiable de
DTW, nous nous intéressons donc ensuite a des méthodes d’approximation de fonction
avec des réseaux de neurones, avec le cas particulier de 'approximation de la distance
de Wasserstein. En effet, nous adaptons 'architecture utilisée par [40] pour approximer
cette distance, car le principe est analogue a notre probleme : approximer via un réseau
de neurones le résultat d'une métrique comparant deux éléments. Nous présentons
ensuite notre méthode : nous proposons deux architectures pour approximer DTW :
une basée sur un autoencodeur siamois, adaptée de [10] et [100], qui projette les séries
a comparer de sorte que la distance euclidienne des séries projetées soit égale a la DTW
des séries initiales et une architecture régressant directement la valeur a prédire. Nous
évaluons nos méthodes sur diverses taches de comparaison de signaux : recherche du
signal le plus proche, classification via 1-PPV, et classification par prototypes. Nous
comparons les résultats de nos méthodes avec ceux des principales approximations
de DTW. Enfin, pour étudier la capacité de généralisation de nos méthodes, nous
montrons comment elles approximent DTW sur des données sur lesquelles elles n’ont
pas appris.

3.1.2 Définition du probléeme

La tache d’approximation de DTW est définie comme suit. Soient x € RM*K et 2/ €
RN*K deux séries temporelles de longueurs respectives M et N et de dimension K .
On définit comme vérité terrain y = DTW (x,2") la valeur objective a approximer.
L’objectif est donc d’apprendre une fonction

. RMXK RNXK v R
/ R : (3.1)
r,r +—— Y

qui minimise la fonction de cotit L(y, 7).

Dans ce chapitre, nous contraignons la tache de la maniére suivante :

— Les séries temporelles sont de longueurs possiblement variables N, M € [1, 3000]
pour imiter la tres importante capacité de DTW a comparer des séries de lon-
gueur différentes. Cela implique que les modeles utilisés doivent étre capables
de représenter des séries de tailles variables dans cet intervalle, sans nécessiter
d’adapter leur architecture ou de réapprendre leurs poids.

— Les séries sont de dimension K = 1, caractéristique classique du traitement
du sommeil. Ce choix permet a notre approximation de DTW de généraliser
a d’autres jeux de données en sélectionnant un seul canal, alors que le choix
de plusieurs dimensions impliquerait de modifier et donc de réapprendre les
premieres couches du modele si le nombre de dimensions du nouveau jeu n’était
pas égal a celui du jeu initial.
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3.2 Etat de l’art

Dans cette section, nous présentons les principales approximations de DTW, en sépa-
rant celles dont le but principal est d’accélérer DTW de celles dont 1'objectif est de
rendre la distance différentiable. Nous étudions leurs avantages et inconvénients, et
expliquons notre volonté d’approximer DTW avec un réseau de neurones. Nous pré-
sentons donc ensuite I’état de ’art de I'approximation de fonctions par des réseaux de
neurones, en nous intéressant en particulier au domaine de la modélisation de dyna-
mique des fluides, domaine d’application principal de cette technique. Puisque nous
étudions le cas particulier de 'approximation d’'une métrique, nous décrivons I’ap-
proche de [40] pour approximer la distance de Wasserstein, et justifions le choix d'un
paradigme similaire pour approximer DTW.

Les séries temporelles pouvant étre longues (par exemple, les enregistrements de som-
meil peuvent comporter plusieurs centaines de milliers d’échantillons), il est courant
d’extraire des fenétres de signal, qui sont des morceaux de la série initiale. On note
2@ le i-eme morceau de la série temporelle z.

3.2.1 Approximer pour accélérer DTW

La complexité quadratique en temps et en espace de DTW freine son utilisation
dans des cas d’applications nécessitant des comparaisons de longues séries temporelles
(comme métrique d’'un 1-PPV par exemple).

Les approches utilisées pour accélérer DTW se répartissent en trois catégories :

— Contraintes : On cherche a restreindre le nombre de coefficients calculés dans la
matrice de cofits, c¢’est-a-dire ne pas comparer tous les échantillons des 2 séries
temporelles. On réduit ainsi la complexité en temps de DTW.

— Abstraction : On cherche a appliquer la DTW sur une représentation plus com-
pacte des données. En fonction de ce qui est réduit (la dimension temporelle ou
le nombre de canaux des séries), on réduit la complexité de DTW.

— Indexation : On cherche a utiliser des bornes inférieures pour diminuer le nombre
d’exécutions de DTW lors de la classification ou du regroupement des séries
temporelles. On n’adresse pas directement la complexité de 'algorithme, mais
on cherche a moins l'utiliser pour accélérer la tache finale.

Nous détaillons des exemples d’utilisation de ces approches dans la suite de cette
section.

Les deux contraintes les plus fréquentes sont I'utilisation de la bande de Sakoe-Chiba
[146] et du parallélogramme d’Itakura [77]. La bande de Sakoe-Chiba restreint la re-
cherche du chemin d’alignement dans une bande de rayon r autour de la diagonale de
la matrice. Ainsi, on ajoute une contrainte a I’équation 2.4 : j —r < i < j 4.

Le parallélogramme d’Itakura définit une pente autour de la diagonale, résultant en
la forme de parallélogramme de la zone considérée pour le chemin d’alignement. On

1. https://pyts.readthedocs.io/en/stable/
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(a) Bande de Sakoe-Chiba (b) Parallélogramme d’Itakura

FIGURE 3.1 — Restrictions de I'espace de recherche du chemin d’alignement dans la
matrice de cofit '

illustre le fonctionnement des deux méthodes dans la figure 3.1. Naturellement, puisque
ces bandes restreignent la position du chemin d’alignement retourné, elles peuvent
introduire des erreurs si le meilleur chemin ne se trouve pas dans la zone en ques-
tion.

Ainsi, ces contraintes fonctionnent bien dans les cas ou les séries temporelles ont une
faible variance dans leur alignement temporel et si le chemin d’alignement est proche
de la diagonale, c’est-a-dire que la valeur de DTW est proche de la distance euclidienne.
Cependant, les contraintes fonctionnent mal si les taches nécessitent de détecter des
courts événements se trouvant a différents instants en fonction des séries : par exemple
la recherche d’une anomalie de battement de coeur dans des ECG [166]. Dans ce cas, le
chemin d’optimisation peut s’éloigner considérablement d’une transformation linéaire
et presque toute la matrice de cotits doit étre évaluée pour trouver un chemin d’ali-
gnement optimal. L’abstraction crée de l'erreur, en particulier pour des séries non
stationnaires, irrégulieres ou tres longues, puisqu’il est difficile d’étendre les résultats
obtenus a faible échelle. Enfin, I'indexation est tres utile pour la recherche de séries
similaires, mais n’est pas applicable si on veut une mesure précise de similarité entre
deux séries, comme dans le cas d’une fonction de cotlit de reconstruction.

Beaucoup d’algorithmes existent pour accélérer DTW, en utilisant une combinaison
des principes mentionnés précédemment. Les 2 méthodes les plus utilisées dans la
littérature, FastDTW [150] et uerDTW [134], sont présentées dans la suite.

3.2.1.1 FastDTW

FastDTW, introduit par [150], est une approximation de DTW de complexité linéaire
en temps et en espace. Elle combine contraintes et abstractions et comprend trois
opérations principales :

— le coarsening : on réduit la taille de la série temporelle en prenant la moyenne
entre 2 points adjacents (équivalent & l’average pooling en 1D avec une fenétre
de taille 2). Cette opération est réalisée a plusieurs reprises pour obtenir des
représentations de la série temporelle a plusieurs échelles. C’est une technique
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d’abstraction.

— La projection calcule le chemin d’alignement entre les 2 séries a une échelle
donnée et en déduit le chemin projeté a 1’échelle supérieure, c¢’est-a-dire avec un
degré de coarsening plus faible.

— Le refinement trouve un chemin d’alignement optimal autour du chemin extrait
de la projection. La zone de recherche est définie par un parametre r, a l'instar

de la bande de Sakoe-Chiba.

La complexité de DTW est en O(N x M x K), avec N, M les tailles des séries tem-
porelles et K le nombre de canaux (ou dimensions) des séries temporelles. En effet,
tous les composants de la matrice de cotit doivent étre remplis pour obtenir le chemin
d’alignement.

L’avantage de FastDTW est alors qu’une fois les trois opérations mentionnées précé-
demment terminées, la complexité de FastDTW est en O(N %2r) si N > M car il suffit
de remplir les composants dans un rayon r autour du chemin d’échelle précédente. r
peut étre vu comme un compromis entre fidélité et complexité : si r > M /2 alors tous
les coefficients de la matrice sont évalués et FastDTW se comporte comme DTW. A
I'inverse, quand r tend vers 0, FastDTW est plus rapide que DTW mais risque de ne
pas trouver le chemin optimal et donc perdre en fidélité. Le choix usuel est r = 0.05% N.
On notera pour simplifier » = 0.05.

Les performances de I'algorithme, bien que largement utilisé dans la littérature, ont été
remises en cause par [181]. Les auteurs séparent les cas d’applications de comparaisons
de séries temporelles selon la longueur des séries temporelles considérées (N) et selon
le taux d’alignement nécessaire (W, exprimé en pourcentage de N, représente 1’espace
de recherche du chemin d’alignement optimal et est déterminé expérimentalement
par grid search selon un score de classification). Selon leur analyse, FastDTW est
plus rapide que DTW contraint (¢DTWy,) uniquement lorsque les séries sont longues
(N > 1000) et que W est tres grand (W =~ 100). Néanmoins, les séries de sommeil
étant usuellement de taille 3000, en présumant W = 100, nous nous situons dans le
cas ou FastDTW est plus rapide que ¢DTWy, et, par conséquent, nous utiliserons
FastDTW pour les comparaisons dans nos expérimentations futures.

On remarque que FastDTW applique 'algorithme DTW a des séries temporelles ré-
duites, et souffre donc du méme défaut : la non-différentiabilité.

3.2.1.2 ucrDTW

ucrDTW, introduit par [134], utilise une série d’optimisations, principalement de type
indexation, pour accélérer le calcul d’exploration de données (data mining) dans de tres
grands volumes de séries temporelles. Pour la suite, on considere la tache de trouver
la série temporelle candidate C la plus proche dune série query Q@ € RV*X dans un
jeu de données D, avec C, € RMK 1a série candidate & comparer. On note DTW,,,;,, la
valeur la plus basse de D'TW obtenue avant d’avoir traité la série C,.. Ces optimisations
sont notamment :

1) Ignorer la racine carrée dans le calcul de la distance euclidienne.
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FIGURE 3.2 — Borne inférieure de Keogh. En haut sont les séries a comparer, au milieu
le Wegde obtenu, et en bas la borne de Keogh. Extrait de [84].

2) Utiliser des bornes inférieures. Diverses bornes inférieures de DTW existent dans
la littérature, mais ucrDTW utilise principalement les bornes suivantes :

— LBgin FL[87] qui, modifiée par [134], est définie par :
LByimF'L = ED(C.[0], Q[0]) + ED(C.[M], Q[N]) (32)

avec ED la distance euclidienne. Avec K = 1, la borne est de complexité O(1).
— LBgeogh [34]. On la définit en choisissant k séries dans D. On introduit ensuite

deux séries temporelles :

U tel que U; = maX(Dgl), o D(k)) (3.3)

(2

et
L tel que L; = min(Dgl), o ng)) (3.4)

. On appelle Wedge I'ensemble {U, L}. On a alors :

N (Qi — Uz’)Q it ¢; > U;
LBkeogn(Q, Wedge) = Z (¢ — i)2 if ¢; < Ly (3.5)
=110 otherwise

Cette borne est de complexité O(N). On l'illustre dans la figure 3.2.

D’autres bornes, comme celles proposées par [147], [52] et [187] peuvent aussi étre
utilisées.
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Dans tous les cas, on obtient b = borne(Q,C.) et si b > DTW,,;,,, alors on ignore la
candidate C,. On range ainsi les bornes b selon 1'ordre croissant de leur complexité,
puis on calcule chaque borne b jusqu’a ce que I'on trouve b > DTW,,;,, pour exclure
la série candidate C..

3) Utiliser des bornes inférieures partielles. Si le calcul de borne inférieure ne permet
pas d’éliminer C¢, on calcule la DTW entre @ et C,. jusqu’a I’échantillon i € [1, N[ et
on y ajoute le calcul de la borne de I’échantillon i+1 a N. Si 3i € [1, N| tel que :

DTW(Q[1 : ), Cu[L : 4]) + borne(Qli +1: N|,C.li +1: N)) > DTWyin  (3.6)

alors on ignore la candidate C..

4) Réordonner l'ordre des bornes inférieures partielles. Au lieu de commencer & i = 1,
on recherche les points contribuant le plus a la valeur finale de DTW. Puisque les
séries sont Z-normalisées, cela correspond simplement aux échantillons de plus hautes
valeurs. Ainsi, on calcule la DTW avec les points ayant le plus de chance d’impacter
la valeur finale de 'algorithme en premier, permettant de plus rapidement éliminer
C..

5) Calculer la normalisation des séries temporelles online et donc 'arréter si une des
conditions précédentes n’est pas satisfaite.

Enfin, ucrDTW utilise la bande de Sakoe-Chiba pour restreindre le calcul de DTW.
Les techniques de borne inférieure peuvent étre utilisées méme pour le calcul d’une
seule comparaison de série temporelle, accélérant significativement le calcul (au prix
d’une relative inexactitude des calculs, notamment avec la bande r = 0.05, choisie
"par défaut” par les auteurs.)

Nous avons présenté les principales méthodes existantes pour réduire la complexité
de l'algorithme DTW : les méthodes FastDTW et ucrDTW, qui regroupent a notre
connaissance toutes les méthodes proposées par la communauté. Les récents travaux
de [181] ont cependant montré que FastDTW n’était plus rapide que pour de longues
séries dans lesquelles on ne peut pas réduire I'espace de recherche du chemin a priori.
L’utilisation de bornes inférieures dans la méthode ucrDTW permet d’accélérer le cal-
cul de DTW dans tous les cas, au prix d’une fidélité moindre dans les applications
autres que la recherche de séries similaires : nous illustrerons dans la suite les perfor-
mances des différentes méthodes en classification. Cependant, tout comme FastDTW,
ucrDTW reste non différentiable.

3.2.2 Approximer pour rendre DTW différentiable

La lenteur de l'algorithme DTW, particulierement sur de longues séries, est un frein
a son utilisation en tant que fonction d’erreur pour un apprentissage bout-a-bout.
Le principal probleme est cependant la non-différentiabilité de la métrique. Ainsi,
plusieurs approximations existent pour contourner le probléeme : soft DTW [41] qui
remplace I'opérateur min par une version différentiable, et DTWNet [29], qui dérive
uniquement la forme obtenue via le chemin d’alignement. Ces méthodes sont détaillées
dans la suite de cette section.
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3.2.2.1 Non-différentiabilité de DTW

Dans cette section, nous discutons de la non-différentiabilité de DTW, ce qui permet
de comprendre comment certaines approximations rendent DTW différentiable.

Pour rendre DTW différentiable, il est nécessaire de comprendre pourquoi la métrique
ne 'est pas : ¢’est dii a 'opérateur min. On reprend le raisonnement développé dans
[168], et on introduit le théoréme suivant :

Theorem 1. Soit U un espace métrique, X un espace normé, et Il un sous-ensemble
de V. Soit v la fonction de valeur optimale telle que : v(x) = inlf[f(x; )
TE

On suppose que :

1)Vm € U, — f(x;m) est différentiable

2) f(x;m) et sa dérivée D, f(x;m) sont continues sur X x W.

Si, pour 2° € X , 1w — f(xo,w) admet un unique minimiseur T
différentiable en x°

O sur II alors v est

En utilisant le théoréme 1 introduit par [24], on prouve qu’en choisissant :

N

'U(.CL’) = DTW(%, xref) = min <A7r, dE'D<x7xref)>

WGA(IaITef)

(3.7)

alors v est différentiable sauf si :

— DTW (x,2,e5) = 0 car la racine carrée n’est pas différentiable et donc ne satisfait
pas la condition 1

— il existe plusieurs chemins optimaux et donc pas d’unicité du minimiseur 7°

On prouve ainsi que 'on ne peut pas garantir la différentiabilité de DTW, et donc
que I'on ne peut théoriquement pas utiliser DTW comme fonction de cotit, a cause de
I'opérateur min.

3.2.2.2 soft DTW

Pour contourner cette limitation, [41] définit 'opérateur soft-min par :

min x; ity=0
min’(z1, ..., xy) = § =N N (3.8)
—ylogy il e/ ify >0

ol 7 est un hyperparametre lissant le soft-min. Ainsi, on contourne 1’élément qui
rendait I'algorithme non différentiable.

On réinjecte ensuite la définition du soft-min dans 1’équation 2.4 pour obtenir la
soft DTW
soft DTW(z,2") = min? Z dgp(zi, ) (3.9)

reA(x,z’)
(i.4)em
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softmin(-a, a)

—1.0

-08 -0.6 -04 -0.2 0.0 0.2 0.4 0.6 0.8
a

FIGURE 3.3 — Résultat de I'opérateur softmin pour différentes valeurs de ~, en com-
paraison avec l'opérateur min. Inspiré par [168].

Naturellement, ce changement impacte le résultat de I’algorithme. Pour I’étudier, on
illustre figure 3.3 le comportement de soft-min par rapport a min en fonction de ~.
On voit que quand v tend vers 0, soft-min tend vers min. On a donc :

soft DTW (z, ") N DTW (x,2')? (3.10)

Si elle est différentiable, soft DTW présente d’autres freins a son utilisation en tant que
fonction de cofit. Le changement d’opérateur n’impacte pas la complexité de 'algo-
rithme, qui reste donc quadratique. L’opération de rétro-propagation est de fait aussi
de complexité quadratique. De plus, comme indiqué dans I’équation 3.9, contrairement
a la méthode DTW, qui ne considere que le meilleur alignement, soft DTW prend en
compte tous les alignements possibles, le résultat étant la somme pondérée par la
qualité du chemin de tous les chemins possibles. Ainsi, a la différence de DTW| en
général :

softDTW (z,x) # 0 (3.11)

L’invariance au décalage temporel de DTW est perdue pour la méme raison.

Pour adresser ces difficultés et toujours obtenir un résultat positif ou nul de la métrique,
[22] introduit la divergence soft DT'W par :

1
diviyp prw (7, 2") = soft DTW? (2, 2") — i(softDTWV(:c, z) + soft DTW (2, 2'))
(3.12)
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Alinsi, on retrouve dz’vzoft prw (2, 2) = 0. La divergence soft DT'W est donc plus adaptée
pour des taches de reconstruction de signaux, ou l'objectif du modele est de retrouver
le signal original. L’inconvénient évident est que cette méthode nécessite de calculer
la softDTW trois fois, aggravant la lenteur des calculs.

Nous avons présenté softDTW, qui rend DTW différentiable en introduisant le softmin.
Dans la suite, nous présentons une approche exploitant une autre propriété de DTW
pour obtenir une approximation différentiable, nommé DTWNet [29] : lorsque le calcul
du chemin d’alignement est obtenu, le calcul de DTW revient a la somme des distances
entre les points alignés, qui est différentiable.

3.2.2.3 DTWNet

Comme montré dans ’équation 2.5, une fois que le chemin d’alignement est déterminé,
le calcul de DTW est simplement la somme des distances entre les points alignés :

DTW(z,z") = \/H% — aolly + 175 — @olly + lah — zaly + - (3.13)

[29] exploitent cette propriété pour utiliser DTW comme noyau afin d’extraire des
caractéristiques des signaux, a I'image d'un filtre de convolution : z = DTW (z,w)
avec x la série en entrée et w les poids de la couche du réseau. Ils créent ainsi des
couches de réseaux de neurones, composées de filtres DTW et de couches linéaires. Cela
nécessite cependant que le filtre DTW soit différentiable pour pouvoir backpropager le
gradient.

Pour ce faire, ils obtiennent le chemin d’alignement via I’algorithme DTW classique, et
appliquent la différentiation uniquement sur le chemin obtenu. Cette méthode permet
d’éviter une backpropagation de complexité quadratique. En effet, puisque nous fixons
K =1, le calcul de || — 2|3 est de complexité O(1). Alors, puisque le chemin compte
au maximum N + M éléments, la complexité de backpropagation est en O(N + M).
Le calcul du chemin d’alignement nécessite néanmoins toujours O(N x M) opérations,
et n’est pas parallélisable.

En résumé, DTW n’est pas différentiable a cause de l'opérateur min. Pour utiliser
la métrique comme fonction de cofit, [41] introduit 'opérateur soft-min. Cela ajoute
cependant un hyperparametre v qu’il faut déterminer par grid search pour chaque ap-
plication. Pour éviter cette difficulté, [29] choisit de premierement calculer le chemin
d’alignement de DTW entre deux séries et de simplement dériver la forme ainsi obte-
nue. Cependant, les deux approches conservent la complexité quadratique de DTW,
et ne produisent pas de résultats exacts. A notre connaissance, il n’existe pas d’autre
approche permettant de dériver DTW directement.

Pour obtenir une approximation de DTW différentiable et rapide, il faut donc s’af-
franchir de 'algorithme DTW et simplement approximer la valeur de similarité. Cela
revient a voir DTW comme une fonction boite noire dont on cherche a imiter les ré-
sultats : ¢’est alors un probleme d’approximation de fonction. Les réseaux de neurones
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étant différentiables par défaut et capables d’approximer toute fonction continue [76],
nous présentons dans la suite I’approximation de fonction avec des réseaux de neurones,
en particulier dans le domaine de la dynamique des fluides.

3.2.3 Approximation de fonction via réseaux de neurones

La résolution numérique d’équations différentielles partielles (PDEs), cruciales dans
des domaines comme la gestion de portefeuille en finance [120] ou la physique quan-
tique [28], est rendue quasi impossible par le fléau de la dimension (introduit par [18]).
Ainsi, I'utilisation de réseaux de neurones pour approximer les solutions numériques
s’est grandement popularisée dans la communauté ces derniéres années. En effet, leur
capacité a approximer un grand nombre d’équations différentielles en fait un excellent
outil de prototypages quand les 1égeres erreurs d’approximation commises sont accep-

tables [21].

MSE (‘I’(%‘ , T3, 13 ), (R ))
A

Neural Network ¢

('ﬁaxiatz’)'
A

SDE simulation

uniform sampling
@

D x [v,w]* x [0,T]

FIGURE 3.4 — Exemple de paradigme d’approximation d’équation différentielle par-
tielle de Kolmogorov. Extrait de [20]. Les variables d’entrée z,t et 7 sont échantillon-
nées de X ~ D x [y, w]¢ x [0,T], ot D x [v,w]? x [0, T] est le domaine spatio-temporel
d’intérét de I'équation. On nomme les conditions initiales de I’équation ¢, . La valeur
cible y = ¢, (S,.4.) € R est obtenue explicitement ou via des solveurs numériques (.5)
selon les types d’équations a résoudre.

Un exemple de ce paradigme, dans le cas ou la valeur cible y est obtenue via simulation,
est donné figure 3.4. L’objectif est de minimiser la MSE entre les valeurs prédites par
le modele @ et la valeur réelle y = ¢, (5,,:) € R:

min MSE(y, ®(v,z,t)) (3.14)

2. nous ’avons rappelé dans la section 2.1.3.2
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Ainsi, on peut par exemple approximer I’équation de chaleur en d dimensions définie
par :
Ow(t,z) = Au(t,r) (t,z) € [0,T] x R?

3.15
u(0,2) = |z|? z € R, (3.15)

On pré-calcule d’abord les valeurs cibles y = ||z||* 4+ 2 * td puis on apprend les poids
du réseau de neurones selon la fonction de cotit £ = MSE(®(x,t),y).

Il y a peu de contraintes concernant I’architecture du réseau de neurones utilisé. [17]

crée un réseau basé sur la suite de couches suivante :

Entrée—BN— (Dense—BN—TanH)—(Dense—BN—TanH)—Dense—BN—Sortie. BN
représente les couches de batch normalization. En utilisant le méme modele, [21] ob-

tiennent une erreur MSE de I'ordre de 10e™4.

Bien que ces équations soient dépendantes du temps, les réseaux n’utilisent pas d’ar-
chitectures adaptées comme des RNN, convolutions dilatées ou attention. En effet, les
valeurs de la fonction a approximer sont générées séquentiellement a partir de I’état
initial et des états précédemment générés.

Ces méthodes permettent d’approximer des fonctions avec une bonne précision. Néan-
moins, DTW nécessite de comparer les 2 séries temporelles x, 2" en méme temps pour
trouver le chemin d’alignement. Ainsi, nous avons besoin d'une approche qui prenne
en compte les 2 signaux d’entrée dans leur globalité. Plus généralement, cela revient
a obtenir § = ¢(z,2’) avec un réseau de neurones ¢, et & minimiser MSE(y,y) avec
y = dist(x,x"). Cette tache est abordée par [10], qui cherchent a approximer la distance
de Wasserstein. Nous présentons donc dans la suite leur méthode.

3.2.4 Approximation de la distance de Wasserstein via un ré-
seau siamois

Avec [10], Courty et al. introduisent une fagon d’approximer la distance de Wasserstein
W3, notamment utilisée pour comparer des distributions de probabilité empirique.
L’objectif est, a partir d’une paire d’histogrammes (2, 2/@)); o1 n , de prédire ()
tel que ¢ = ¢(d) = W;(x(i)’ fE/U))(i,j)el..N'

L’architecture de leur approche siamoise est illustrée figure 3.5. Les auteurs construisent
un auto-encodeur basé sur un réseau siamois [36]. Les deux signaux d’entrée x(), 2/(0)
sont envoyés séparément a un encodeur ¢, qui les projette en deux représentations
20 = ¢(x@) et 2/0) = ¢(2'Y)). L'objectif est que la distance euclidienne entre z(®
et 2/0) soit égale & la distance de Wasserstein entre les signaux initiaux, c’est-a-dire
|20 — 20| = WE(2®, 2/0)).

Pour faciliter 'apprentissage (comme illustré par [185]), un décodeur ) (simplement
composé de couches denses) tente de retrouver z(® et 2'® & partir de 2z et 2/,
respectivement. L’encodeur et le décodeur sont appris conjointement via deux fonctions
de cofits : la fonction MSE compare la distance euclidienne entre les signaux projetés
et la valeur cible de Wasserstein tandis que la divergence de Kullback-Leibler (KL)
[90] compare les signaux reconstruits par le décodeur aux signaux originaux. L’objectif
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FIGURE 3.5 — Approximation de la distance de Wasserstein par [10]

de 'apprentissage est alors d’obtenir :

mglz I 120 — /)2 _y(i,j)||2+)\ (KL((z%) — 29) + KL(3p(2'9) — 2/9)) (3.16)
e

avec A un réel servant a équilibrer les fonctions de coiit.

Cette architecture permet une approximation rapide et fiable de la distance de Was-
serstein.

L’approximation de métriques en comparant la distance euclidienne de signaux projetés
est intéressante car elle permet d’obtenir un espace dans lequel les algorithmes de
clustering comme le Plus Proche Voisin sont optimisés. Pour ces raisons, [100] utilise
des shapelets pour transformer les signaux de sorte que la distance euclidienne entre
les shapelets soit égale a la DTW originelle.

3.2.5 LDPS

Les shapelets, introduites par [182], sont des sous-séquences de séries temporelles per-
mettant de mieux discriminer les séries. [71] utilise des shapelets pour générer des
caractéristiques en calculant une distance entre les séries et un ensemble de shapelets.
En se basant sur cette idée, [65] propose d’apprendre les shapelets au lieu de les extraire
des séries temporelles. Le principe est d’utiliser une fonction de cout de classification
pour apprendre les shapelets via descente de gradient. Ensuite, en inférence, la mé-
thode de création de caractéristiques de [71] est utilisée, ce qui permet d’améliorer les
performances de classification du modele.

En se basant sur ces travaux, [100] propose la méthode Learn DT W-Preserving Shape-
lets (LDPS), permettant d’approximer DTW via un ensemble de shapelets (notées sp).
L’objectif est que la distance euclidienne des shapelets soit la plus proche possible de
la DTW entre les séries originelles, a 'image de [40] avec la distance de Wasserstein.
Cependant, a la différence de [410], aucun réseau de neurones n’est utilisé. En effet, 1’ob-
jectif n’est pas d’apprendre la transformation des séries en shapelets, mais d’apprendre
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un ensemble S de K shapelets de longueur possiblement variable. On transforme x en
la shapelet la plus corrélée a x parmi S.

L’apprentissage de ces shapelets se fait via descente de gradient, en optimisant la
fonction de cotit suivante :

Le,2') = 5 (DTW (x,2') — 5}z — 2’ (3.17)

avec x, ' les deux séries temporelles, z, 2’ leurs représentations par shapelets respec-
tives et 3 un réel servant d’équilibrage (qui est ici appris). Cette méthode d’appren-
tissage prouve que LDPS peut étre vue comme une approximation différentiable de
DTW.

Par rapport a la méthode siamoise d’approximation de distance de Wasserstein de [40],
LDPS permet de s’affranchir de la recherche de 'architecture et des hyperparametres
de 'encodeur et du décodeur. Elle nécessite cependant de déterminer le nombre et la
longueur des shapelets : plus celles-ci sont longues et nombreuses, plus I’approximation
sera fidele, mais aussi plus le calcul de la distance sera long. [100] choisissent de former
3 sous-groupes de shapelets de longueurs L, respectivement égales a 15%, 30% et
45% de la longueur N des séries z. Chaque sous-groupe contient Ny, = 10 * log(N —
L) éléments. En inférence, la complexité de LDPS pour chaque sous-groupe i est
donc :

Q

100

7}

100

Oi(—=* N %10 x log(N(1 — —))) (3.18)

avec «; € [15;30;45] le pourcentage de taille de N choisi. Cette complexité reste
significative. Nous comparerons dans la suite de ce chapitre les temps d’exécution
nécessaires a différentes approximations de DTW.

Récemment, [6] ont proposé I'approche Constrained DT W-Preserving Shapelets (CDPS),
qui permet d’étendre LDPS a des cas de clustering sous contraintes. Puisque nous ne
réalisons pas de clustering dans nos expérimentations, nous utiliserons LDPS dans nos
comparaisons.

Nous proposons donc de nous baser sur 'approximation de distance de Wasserstein et
LDPS pour approximer DTW via un réseau siamois, dans le but d’obtenir une approxi-
mation de DTW fiable, différentiable et peu impactée par la taille des séries.

Nous avons présenté diverses approximations de DTW permettant d’accélérer ou de
rendre l'algorithme différentiable, ainsi que diverses méthodes d’approximation de
fonction via des réseaux de neurones. Cependant, si la réduction de complexité et
I’ajout de différentiabilité sont deux apports nécessaires pour une bonne approxima-
tion de DTW, le premier critére reste la fiabilité : une bonne approximation doit
conserver les avantages de DTW et se comporter de maniere similaire. Pour vérifier
cette propriété, il convient d’évaluer les métriques avec diverses taches. L'une des plus
pertinentes dans le cas des séries temporelles est la classification des signaux de santé,
et notamment de sommeil.
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3.2.6 Conclusion

Nous avons présenté le contexte et avons formulé le probleme d’approximation de
DTW. Nous avons discuté des principales approximations de DTW et de leurs limites.
ucrDTW et FastDTW permettent de réduire la complexité de 'algorithme, mais ne
sont pas différentiables. A I'inverse, softDTW et LDPS permettent de différentier DTW
mais conservent la complexité temporelle de 'algorithme DTW (légerement réduite
par LDPS). Ainsi, & notre connaissance, aucune approche ne satisfait les deux criteres
conjointement, pour produire une approximation de DTW de faible complexité et
différentiable.

Nous souhaitons donc obtenir une approximation de DTW alliant faible complexité et
différentiabilité, en restant fiable. Les réseaux de neurones étant une solution possible
pour obtenir une telle approximation, nous avons présenté des méthodes de la littéra-
ture pour approximer des fonctions avec des réseaux pour des équations différentielles.
Des approches similaires existent pour approximer les distances, en exploitant toute
I'information des signaux a comparer en méme temps, a I'image de 'approximation de
distance de Wasserstein réalisée via un autoencodeur siamois, dont nous nous inspirons
pour approximer DTW.

Dans les différents exemples précédents ([17], [21], [40]), la fidélité de 'approximation
est premierement mesurée par MSE. Cependant, notre objectif principal ne réside pas
dans la valeur de sortie de DTW en elle-méme. L’essentiel est notre capacité a évaluer
et a hiérarchiser les similarités entre différentes séries temporelles. Donc, plutdt que
de comparer les valeurs brutes de notre approximation et celles de la DTW, nous
orientons notre attention sur les performances de notre approximation sur des taches
nécessitant de comparer des séries temporelles.

Nous souhaitons utiliser notre approximation de DTW pour des applications réelles,
notamment la compression et la classification de signaux de santé. De fait, nous vali-
dons et comparons notre méthode via ses performances sur des taches de comparaisons
de signaux de sommeil.

3.3 Notre méthode pour approximer DTW

Dans cette section, nous décrivons les architectures que nous utilisons pour approximer
I’algorithme DT'W. Nous présentons une architecture siamoise, inspirée par les travaux
de [40] et [100], et une directe, prédisant directement la valeur de DTW.

3.3.1 Architecture siamoise

Pour obtenir la distance entre deux séries, l'algorithme DTW recherche le chemin
d’alignement entre les séries, puis calcule la somme des distances euclidiennes des
points alignés. Nous souhaitons pouvoir comparer des séries temporelles grace a notre
approximation, ainsi nous n’avons pas besoin d’explicitement apprendre a déterminer
le chemin d’alignement, mais simplement la valeur de distance entre les deux séries.
Ainsi, nous sommes dans un cas similaire a la tache d’approximation de la distance
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FIGURE 3.6 — Architecture globale de notre méthode. Deux signaux sont extraits du
jeu de données et encodés. L’objectif est que la distance euclidienne entre les signaux
encodés soit aussi proche que possible de la DTW entre les signaux originaux. Le
décodeur tente ensuite de retrouver les signaux originaux a partir des représentations.

de Wasserstein, étudiée par [40] : nous souhaitons que notre modele prédise la valeur
de la distance en utilisant les deux séries temporelles en entrée. Du fait des divers
avantages de I'architecture de [10] énoncés précédemment, nous choisissons d’adapter
leur architecture siamoise a ’approximation de DTW.

Puisque 'objectif de [10] est d’imiter la distance de Wasserstein, les auteurs utilisent
une divergence de Kullback-Leibler comme fonction de cotit pour mesurer l'erreur de
reconstruction commise par le décodeur. En effet, la distance de Wasserstein compare
des distributions de probabilités, il est donc logique d’utiliser la KL pour comparer
les éléments. A l'inverse, DTW compare directement des signaux, on utilise donc une
MSE pour comparer les sorties du décodeur avec les signaux originaux. Ainsi, nous
représentons dans la figure 3.6 notre approche siamoise. Nous remplagons ’encodeur
par le SorsNet [159] (que nous présenterons dans la section 3.3.3.1) et la fonction de
colit de reconstruction (Reconstruction Loss) par la MSE. En reprenant la définition de
I'encodeur ¢ et des signaux d’entrée unidimensionnels® z € RY et 2/ € RM | I'encodeur
projette les signaux en deux représentations z € R¥ and 2/ € R¥ avec H la dimension
latente. Le décodeur v tente de reconstruire le signal d’entrée a partir de z . Nous
définissons donc & = ¢ (z).

En pratique, le modéle recoit des paires de signaux {z(V, 2’ (j)}i,jel,...,n- En nommant
y9) la valeur de DTW (I’objectif de I’approximation), on cherche & apprendre ¢ et v
pour minimiser, avec 29 = ¢(z®) :

3. Nous rappelons que nous avons fixé K = 1. Ce choix n’impacte ici que le type d’encodeur et de
décodeur choisi.
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(3.19)
On souhaite ainsi apprendre les poids de I’encodeur ¢ et du décodeur ) pour minimiser
lerreur de reconstruction (écart entre les signaux originaux et décodés) et lerreur
d’approximation (écart entre les prédictions et les valeurs réelles de DTW). A est un
hyperparametre réel. Son objectif est d’équilibrer les fonctions de cofit.

3.3.2 Procédure d’apprentissage

Nous détaillons notre procédure d’apprentissage via ’algorithme 3. L’encodeur regoit
donc des paires de signaux {x@ '@}, o, de longueur N et M et de dimension
K = 1. L’encodeur est utilisé deux fois : la projection d’un signal donné z est
réalisée de maniere indépendante de celle de 2/¢). Ainsi, la valeur cible est :

y(i,j) = DTW(QZ(i),Jfl(j))i,jel,,,,,n (3.20)

En pratique, elle est calculée en amont de 'apprentissage pour toutes les paires de
signaux considérées pour gagner du temps. Le décodeur recoit ensuite les signaux
projetés z, et tente de retrouver les signaux originaux z. De nouveau, nous utilisons
simplement le décodeur deux fois. Nous obtenons I’erreur de reconstruction en compa-
rant les signaux reconstruits aux signaux originaux selon la MSE. Nous additionnons
ensuite les fonctions d’erreur pondérées par A et nous rétro-propageons le gradient
pour mettre a jour les poids de '’encodeur et du décodeur.

Algorithm 3 Boucle d’apprentissage pour chaque mini batch pour I'approximation
de DTW

Entrée Mini-batch D, encodeur ¢, décodeur )

Sortie Mise a jour de ¢ et ¢

Loss <+ 0

for V(z, 2/)in D do :
y < DTW(x,2') > Pré-calculée
z, 2+ ¢(x, o) >z c RE

orea 2 — 2/
Lencoder — MSE(ypred7 y)
T, & Y(z, 2)
Ldecoder — MSE(L;’), .Z') + MSE(Q?", l’/)
Loss < Loss + (Lencoder + A Ldecoder)
end for
Mise a jour de ¢, 1 selon Loss

Nous avons présenté le paradigme global d’approximation de D'TW. Nous devons main-
tenant définir I'architecture de I’encodeur chargé de projeter les signaux.
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3.3.3 Choix de ’encodeur

Le role de I’encodeur dans 'architecture est de projeter les signaux de telle sorte que
leur distance euclidienne dans 'espace latent soit aussi proche que possible de leur
DTW dans 'espace original. Ainsi, ’encodeur doit étre capable de bien représenter les
données temporelles, mais nous restons assez libres sur le choix du type de couches
du réseau. Néanmoins, nous souhaitons que notre approximation puisse comparer des
séries temporelles sans padding (ajouter des zéros au début ou a la fin du signal pour
atteindre une taille donnée). En effet, DTW n’ignore pas les valeurs nulles dans son
calcul. Par exemple, soit z() € RV, 232 € RM avec M < N. Si l'on crée z2) € RY
en paddant £® jusqu'a N alors DTW (z™M, 2®?) #£ DTW (2™, 2(?7). Nous souhaitons
donc que notre approximation imite cette propriété de DTW, et considere les zéros
comme des valeurs a part entiere.

Notre objectif est de plus d’utiliser I'approximation de DT'W sur des données de som-
meil, il est donc assez logique d’utiliser un modele de classification de sommeil, qu’on
sait capable de bien représenter les EEGs pour cette tache. Nous souhaitons aussi une
approximation rapide, avec une faible complexité liée a la longueur des séries. Ainsi,
nous souhaitons éviter les approches autoregressives (qui générent les points des sé-
ries I'un apres Uautre, en utilisant les points générés pour les suivants), qui ralentissent
nécessairement ’apprentissage et I'inférence quand les séries deviennent longues.

Nous utilisons ainsi le SorsNet [159] comme encodeur, et nous le présentons dans
la suite. Ce réseau satisfait tous les criteres précédents, mais d’autres choix étaient
envisageables, comme le TCN-AE [170]. Cependant, on obtenait des performances
similaires au prix d’un temps d’inférence plus long dans nos expériences.

3.3.3.1 SorsNet

L’architecture du réseau est présentée figure 3.7. Le SorsNet est un réseau composé

d’une suite de blocs, comprenant couche de convolution, batch normalization, ReLLU
comme fonction d’activation, et dropout. A la fin du réseau, une couche dense rassemble
I'information, puis une autre réalise la classification du sommeil. Nous supprimons la
derniere couche pour utiliser le SorsNet comme encodeur. Le choix des parametres
de taille de noyaux, de pas de convolution et de stride permettent que les sorties du
réseau aient la méme taille indépendamment de celle d’entrée, tant qu’elle est inférieure
a 3000, qui est la taille standard d’une fenétre de sommeil échantillonnée a 100 Hz.
L’architecture entierement convolutionnelle avant la derniere couche permet de plus
d’étre efficient en temps.

Le SorsNet permet donc d’obtenir un encodeur capable de bien représenter les données
de sommeil, de s’adapter a diverses tailles de signaux sans devoir réapprendre certaines
couches du modele et d’étre efficient en termes de temps de calcul. Apres avoir présenté
I’encodeur, nous présentons I'implémentation choisie pour le décodeur.

Saagie - Université Rouen Normandie 80



[ 128 128 128 -
d| = 28 128
7/_1\“* B 20 256 256 356 1
- == = E = 0 256 L
7[_]>’- ol|lol]le 5 _]>- ° - =
- 7[ J> Oflo]|e 5[ 3 @ @ —
o || u [_ + + (V) |
= | 2 >z | 5[ sl =213 D o 0N 5
=1slEllellsll .2z 15]18]12TE] 28] 229 <
S Ol 7 s O||lo 5 =
) 5118115 [ g||o Sllo||2s] 2s4Y0d
i n ~ of | I =~ ™ = )
© 3 - ) o~ 5 = o
o o n ~ o m - l = - e
o i r~ m -4 | | L o
8 =] ~ 2 o | -
o 7o) M L
— =L -

FIGURE 3.7 — Architecture du SorsNet [159].

3.3.4 Choix du décodeur

Le décodeur n’est pas obligatoire dans notre architecture, il est d’ailleurs supprimé en
inférence. Néanmoins, il est utile pour régulariser 'apprentissage. En effet, son but est
de reconstruire le signal, ce qui force 'encodeur a garder le maximum d’informations
dans les signaux encodés. Cela aide a éviter que I'apprentissage ne s’effondre, c’est-
a~dire que l’encodeur projette tous les signaux vers la méme représentation et reste
bloqué dans un minimum local.

L’architecture du décodeur est indépendante de celle de ’encodeur, tant qu’elle est
compatible avec les dimensions des signaux projetés z. Nous choisissons d’imiter le dé-
codeur du TCN-AE, proposé par [170]. Nous rappelons que le décodeur du TCN-AE est
formé de blocs de convolutions dilatées (TCN). Ce choix est motivé par le fait que I’ar-
chitecture fonctionne avec différentes tailles de signaux. En effet, le signal encodé z est
d’abord ré-échantillonné pour atteindre sa taille d’origine. Cette opération n’étant pas
apprise, elle fonctionne peu importe la taille des signaux. L’enchainement de couches
de convolution dilatée des blocs TCN permet de retrouver le signal original. D’autres
choix de décodeurs étaient possibles : une fois les signaux encodés ré-échantillonnés,
n’importe quelle architecture peut fonctionner.

3.3.5 Architecture directe

Bien que I'architecture de notre autoencodeur permette de comparer des signaux de
différentes longueurs, une architecture directe pourrait mieux fonctionner sur des si-
gnaux de longueurs fixes. Pour étudier cette idée, nous introduisons également une
architecture avec laquelle les deux signaux sont encodés conjointement, que nous ap-
pelons "régression directe”. Nous présentons l'architecture dans la figure 3.8.

Elle prend en entrée des paires de signaux z®,2'0) € RN les concaténe pour obte-
nir un tenseur X, € RV*2 puis envoie X, en entrée de I'encodeur SorsNet. Celui-ci
projette X, pour obtenir z € R”. Ensuite, z est modifié par une couche dense avec
batchnorm et activation ReLU, puis une autre couche dense réalise la prédiction de
valeur de DTW. Dans ce cas, nous n’avons pas besoin d’'un décodeur puisque nous
obtenons directement la valeur a prédire. Tout le reste est maintenu identique a I’ar-
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FIGURE 3.8 — Architecture globale de notre approximation directe. Deux signaux sont
extraits du jeu de données puis concaténés pour obtenir I'entrée X, € R2. L’encodeur
prédit ensuite directement la valeur de DTW, qui est comparée a la réalité par MSE.

chitecture siamoise. Cette architecture est plus rapide, puisque concaténer les signaux
évite de les encoder deux fois comme dans I'architecture siamoise. Elle permet cepen-
dant moins d’interprétabilité des résultats, notamment de 'espace de projection des
signaux, comme mentionné par [40].

3.3.6 Conclusion

Nous avons présenté deux architectures pour approximer DTW. La premiere utilise
un autoencodeur siamois pour projeter les signaux de telle sorte que la distance eu-
clidienne dans ’espace projeté soit proche de la DTW dans 'espace initial. Couplé a
I’architecture convolutionnelle de I’encodeur, cela permet de comparer des signaux de
différentes longueurs comme le fait D'TW, sans padding. Nous avons aussi présenté une
architecture qui concaténe puis essaie de directement prédire la valeur de DTW. Cette
architecture est plus rapide et plus simple a apprendre car elle ne nécessite pas de
décodeur. Elle perd cependant en interprétabilité, et nécessite d’appliquer du padding
si les séries sont de tailles différentes. Nos deux architectures permettent d’obtenir une
approximation de DTW différentiable et dont la complexité est peu impactée par la
longueur des séries temporelles. Dans la suite, nous présentons les jeux de données sur
lesquels nous apprenons nos méthodes, ainsi que les expériences que nous faisons pour
évaluer leurs performances.

3.4 Expérimentations

Dans cette section, nous apprenons et évaluons nos méthodes d’approximation de
DTW sur des jeux de données de sommeil, et en commentons les résultats.
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3.4.1 Jeu de données

Dans un premier temps, nous apprenons et évaluons notre méthode sur le jeu de don-
nées SleepEDF-78. Puisque nous apprenons uniquement a approximer la DTW, nous
sommes libres d’utiliser tous les canaux des signaux de polysomnographie. Néanmoins,
nous restreignons notre approximation a des signaux 1D pour faciliter la capacité de
nos modeles a généraliser a d’autres jeux de données, comme introduit dans la sec-
tion 3.1.2. Ainsi, pour chaque enregistrement d’une nuit d’un patient, nous séparons
le signal en coupes de taille L, et choisissons aléatoirement un des canaux. Cela nous
permet d’apprendre a approximer la DTW de signaux plus variés qu’en se restreignant
a un type de canal, et donc d’améliorer les capacités de généralisation de notre ap-
proche. On obtient donc un jeu de données de dimension Ns x L x 1, avec Ns le nombre
de signaux. Le choix de restriction en 1D impacte peu l'architecture de nos méthodes.
En effet, il suffit d’adapter ’encodeur de sorte qu’il prenne en entrée des signaux de la
dimension souhaitée, et le décodeur de sorte qu’il reconstruise des signaux de mémes
dimensions qu’en entrée de I'encodeur. Nous séparons aléatoirement 8 patients pour
former le jeu de test et 8 autres patients pour former le jeu de validation. Les 62 autres
patients sont intégrés au jeu d’entrainement.

3.4.1.1 Prétraitements

Si utiliser tous les canaux permet d’améliorer la robustesse de notre modele, cela pose
un probleme d’échelle : les canaux provenant de divers capteurs, ils ont des amplitudes
de valeurs différentes. Cela engendre une grande amplitude des valeurs cibles de DTW
et donc de la fonction de coiit, rendant 'apprentissage instable. Ainsi, nous bornons
par clipping les valeurs du jeu de données D, c’est-a-dire que nous calculons p; et pgg,
respectivement les premiers et 99eme centiles, puis pour chaque valeur z, de chaque
signal () dans D, nous appliquons :

p1 Sl <pp
Tk = q Pog SI Ty > Pog (3.21)
T, sinon

Ensuite, nous utilisons la normalisation min-max pour projeter les valeurs dans [0, 1].
Le clipping permet d’éviter que presque toutes les valeurs ne soient projetées proche
de 0.5 & cause de valeurs aberrantes. Cette opération permet que DTW (x,z’) €
0,L + M] Vx,2' € R RM*1 puisque DTW revient a une somme de distances
euclidiennes suivant le chemin d’alignement une fois celui-ci déterminé, et que chaque
distance euclidienne est dans [0, 1] du fait de la normalisation. Ainsi, nous pouvons
aussi normaliser les valeurs de DTW en divisant simplement par L 4+ M, et obtenir
une valeur cible dans [0, 1], ce qui facilite 'apprentissage du modele.

3.4.1.2 Matrice de vérité terrain

On remplit ensuite la matrice de DTW de vérité terrain, dont chaque coefficient re-
présente la DTW référence entre deux signaux. Pour éviter que notre modele sur-
apprenne les signaux d’entrainement, nous n’utilisons pas toutes les paires de signaux
pour 'apprentissage. Ainsi, nous tirons au hasard Ns,;,s de signaux (@, 2/0)) parmi
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les w possibles (car DTW (z,2") = DTW (a',z)). Nous créons donc la matrice

de vérité terrain Yprw € RN*Ns telle que Yprw (i, ) = DTW (2, 2'0)).

Nous avons présenté les traitements nécessaires a l'apprentissage sur des données de
sommeil. Dans la suite, nous donnons les détails de 'apprentissage, et notamment les
hyperparametres de nos méthodes.

3.4.2 Implémentations et apprentissage

Afin d’accélérer 'entrainement, nous limitons les signaux a une longueur L = 1000
en découpant aléatoirement chaque signal de longueur originale 3000. Nous sélection-
nons aléatoirement Ns;.q.;,, = 10000 signaux pour le jeu d’entrainement et calculons
la DTW de Nspgirs = 10° paires tirées aléatoirement parmi les 5 * 107 paires pos-
sibles afin d’entrainer le modele sur un nombre suffisant de signaux sans provoquer de
sur-apprentissage. Cela permet également de limiter la durée de I’entrainement. Nous
procédons de la méme maniere pour le jeu de validation et le jeu de test, en restrei-
gnant les valeurs pour accélérer les calculs, avec Ns,q = Nsesr = 1000 signaux et 10°
paires tirées aléatoirement.

Nous fixons le dropout du SorsNet, I'encodeur de notre méthode, a 0. En effet, notre
modele sur-apprend peu et nous pouvons toujours ajouter plus de signaux si nécessaire,
nous n’avons donc pas besoin de dropout. Nous remplacons la couche de classification
du SorsNet par une autre couche dense. Nous expérimentons avec des tailles d’espace
latent H € [100, 250, 500, 750, 1000] et choisissons H = 500 car cela minimise I'erreur
d’approximation sur le jeu de validation.

Nous utilisons le TCN-AE comme décodeur comme mentionné précédemment. Pour les
blocs de convolutions dilatées, nous choisissons les ratios de dilatation (dilation rates)
q = [32,16,8,4,2,1] et la taille du noyau k = 20, suivant la contribution originale
[170].

Nous utilisons l'optimiseur Adam [38] avec un taux d’apprentissage de 107 pour
optimiser simultanément les parametres de ’encodeur et du décodeur. Ce choix de taux
d’apprentissage relativement bas est motivé par le fait que nous cherchons a prédire
une valeur exacte, et donc que des variations des poids du modele trop importantes
risquent de créer de grosses erreurs de prédiction. Nous validons expérimentalement
cette décision. Nous fixons la taille de batch a 128 et A a 1 : cette valeur donnait
les meilleurs résultats sur le jeu de validation parmi celles testées ([0,0.01,0.1, 1, 10]).
Nous entrainons le modele pendant 50 epochs avec un early stopping si 'erreur de
validation ne diminue pas pendant 8 epochs consécutives. Toute notre implémentation
est réalisée via PyTorch *.

Une fois nos méthodes apprises, nous les utilisons sur des taches annexes (ou downs-
tream) pour évaluer leurs performances. Nous comparons nos méthodes : la siamoise
est nommée DeepDTW Siamese, (ou DeepDTW-S), la régression directe est nommée
DeepDTW Direct (ou DeepDTW-D). Nous ajoutons aux comparaisons la DTW dite

4. https://pytorch.org
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"classique” (nommée simplement DTW), en utilisant 'implémentation de tslearn”,
ucrDTW ¢ avec r = 5%, FastDTW 7 avec r = 1 (dans cette implémentation, r n’est
pas exprimé en pourcentage de la taille de la série), soft DTW © avec v = 0.1 et LDPS”
en utilisant les parametres recommandés dans la contribution originale [100] (longueurs
des shapelets L, respectivement égales a 15%, 30% et 45% de la longueur N des séries
x, Ngp = 10%log(N — Ly) éléments par sous-groupe). Les parametres sont choisis pour
obtenir un bon compromis précision / vitesse.

3.4.3 Vitesse

Dans cette partie, nous étudions la vitesse d’exécution de nos méthodes, critere im-
portant d’une bonne approximation de DTW.

Pour chaque métrique, nous tirons aléatoirement Ns = 100 paires de signaux (21N 2/(1-Ns))
dans le jeu de données SleepEDF-78. Nous mesurons le temps moyen nécessaire a cal-
culer la similarité entre 2 et 2/0), Vi, j € [1,Ns]. Nous faisons varier la taille des
signaux (en prenant les valeurs suivantes : [100, 500, 1000, 2000, 3000]) pour étudier
I'impact qu’elle a sur le temps de calcul. Nous présentons les résultats figure 3.9.

Avec des signaux relativement courts (moins de 1000 échantillons), nos approxima-
tions sont plus lentes que l'algorithme standard de DTW. C’est assez attendu, nos
approximations étant basées sur un encodeur fait pour des signaux de 3000 points.
Ainsi, peu importe la taille des signaux, toutes les couches du réseau doivent étre uti-
lisées. Puisque nous comparons les éléments 1 a 1, nous n’utilisons pas ’avantage du
calcul par lot des réseaux de neurones. Notre approche directe est donc environ 2 fois
plus rapide que la siamoise, car la siamoise implique d’utiliser 2 fois I’encodeur. Nous
remarquons que le temps nécessaire a nos méthodes croit beaucoup plus lentement
avec la taille des signaux que les autres approximations de DTW, et avec une taille
de 3000, seule uctDTW est plus rapide. En particulier a cette taille, nos méthodes
sont environ 10 fois plus rapides que LDPS et 100 fois plus rapides que soft DTW, qui
sont les autres approximations différentiables de D'TW. Nos résultats semblent de plus
confirmer ceux exposés dans [181] : FastDTW est plus lent que I'algorithme original
avec nos conditions d’expérimentations.

Nous montrons ainsi que méme sans accélération via GPU et calcul par lots, nos mé-
thodes sont au moins proches, voire meilleures que la majorité des approximations
usuelles de DTW en termes de temps de calcul. Dans la suite, nous étudions la fidé-
lité de nos méthodes a DTW, c’est-a-dire leur capacité a comparer les séries comme
DTW.

https://tslearn.readthedocs.io/en/stable /user_guide/dtw.html
https://pypi.org/project/ucrdtw/

https://pypi.org/project /fastdtw/
https://github.com/Maghoumi/pytorch-softdtw-cuda
https://rtavenar.github.io/hdr /parts/02/shapelets cnn.html
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FIGURE 3.9 — Temps moyen nécessaire a calculer la métrique entre deux signaux de
sommeil, en fonction de la longueur des signaux. Tous les calculs sont exécutés en

Python sur CPU (Intel Xeon Silver 4112 CPU @ 2.60GHz).
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3.4.4 Fidélité

Le critere le plus important d’une approximation est sa capacité a correctement imiter
les résultats de I'algorithme original. Ainsi, nous évaluons notre approximation grace
a diverses taches de comparaison et de classification de signaux. Nous comparons les
résultats de notre méthode avec ceux des approximations usuelles de DT'W présentées
dans la section 3.2 : FastDTW, uctDTW, soft DTW et LDPS.

3.4.4.1 Plus proche voisin

DTW est couramment utilisée pour chercher des séries temporelles similaires, a I'image
de [172] qui utilisent DT'W pour rechercher des patients similaires selon diverses séries
temporelles de capteurs médicaux.

Ainsi, nous voulons mesurer la capacité de notre approximation a trouver la série
la plus similaire a une série query q. Nous apprenons deux instances de plus proche
voisin ', une se basant sur DTW et une sur approximation de DTW & évaluer, comme
métrique de comparaison des éléments. Ensuite, pour chaque série query g € N;, nous
obtenons ,,1 le signal le plus proche de ¢ selon notre approximation, en s’assurant
que Zyop1 # q. Pour chaque Z,,; ainsi obtenu, nous regardons s’il fait partie des 5 plus
proches voisins [Tip1, .-, Trops| de ¢ selon 'instance basée sur DTW. Cette métrique,
nommeée top-5 accuracy, est notamment couramment utilisée sur le jeu de données
ImageNet [142]. La tache est de plus en plus dure & mesure que N, augmente, mais
aussi que les signaux se ressemblent. Pour limiter la variance de I’expérimentation, nous
calculons ce score 8 fois en tirant les NV; signaux aléatoirement. Nous choisissons de plus
différents N; pour évaluer la capacité de la métrique sur différentes difficultés. Nous
appliquons la standardisation (décrite dans I’équation 2.28) aux signaux quand nous
utilisons ucrDTW, suivant les recommandations de la publication originale [134].

Dans un premier temps, nous utilisons le jeu SleepEDF-78 pour nos expériences. Nous
utilisons la méme séparation en jeu d’entrainement, jeu de validation et jeu de test
que pour 'apprentissage de nos méthodes d’approximation de DTW, pour nous assurer
qu’il n’y ait pas de fuite de données. Nous affichons le résultat dans le tableau 3.1.

N; | DeepDTW-D | DeepDTW-S | ucrDTW | FastDTW | soft DTW LDPS

50 87.3 +4.6 64.3+10.1 | 39.0+38 | 72.0+7.7 | 37.3+£6.8 | 59.6 £ 4.6
100 | 71.8 £5.9 46.24+8.1 | 358+32|66.8+1.3]29.0+3.9|488+3.2
200 64.8 £2.8 31.1£+£1.9 27.0x£5.5 | 5514371 21.0£27 | 35.1+£3.6
400 56.0 £2.6 23.4+2.4 23.5+2.7|503+24|149+1.0 1] 23.4+£2.3

TABLE 3.1 — Pourcentage de fois que le signal le plus proche d’un signal donné ¢ selon
une métrique est dans le top 5 des signaux les plus proches de g selon DTW. N, est le
nombre de signaux dans le jeu de test.

Nous remarquons que nos approximations sont compétitives, si ce n’est meilleures, que
les autres approximations de DTW. L’architecture siamoise est largement supérieure

10. https://scikit-learn.org/stable/modules/neighbors.html

Saagie - Université Rouen Normandie 87


https://scikit-learn.org/stable/modules/neighbors.html

a ucrDTW et soft DTW avec un faible nombre de signaux, de 25 points de pourcen-
tage (pp) avec 50 signaux dans le jeu, et de 11 pp avec 100 signaux par rapport a
ucrDTW. L’écart se réduit en augmentant la difficulté de la tache (9 pp d’écart avec
soft DTW avec 400 signaux, et similaire & ucrDTW). L’architecture siamoise obtient
des résultats similaires a LDPS pour toutes les difficultés. L’architecture directe est
encore meilleure : c’est la meilleure approximation, surpassant méme FastDTW (de
9.7 pp avec 200 signaux). De nouveau cependant, les performances de approche di-
recte se dégradent un peu plus vite a mesure que la tache devient difficile, mais restent
meilleures de 5.7 pp que FastDTW avec 400 signaux. Nous montrons ainsi que nos ap-
proximations sont capables de comparer les séries de maniere similaire a DTW.

Cependant, un des principaux avantages de DTW par rapport a la distance eucli-
dienne est sa capacité a comparer des séries temporelles de longueurs différentes. Nos
approximations sont capables de le faire du fait de la construction de leurs réseaux de
neurones. Nous évaluons cette propriété dans la suite.

Ainsi, nous reprenons ’expérience précédente mais modifions notre jeu de données.
Nous appliquons 1'uniform sampling en suivant [167] pour ré-échantillonner nos don-
nées de sorte qu’elles soient de taille variable L,s € [500; 1000]. De fait, nous étudions
aussi la capacité de nos approximations a imiter I'invariance au décalage temporel
de DTW. Nous n’avons pas besoin d’adapter I'architecture siamoise : du fait de la
définition des couches du réseau de neurones du SorsNet, tant que la série x est de
longueur L € [500,3000], elle sera projetée en z de taille H = 500. Ainsi, nous pou-
vons directement comparer deux séries de longueurs différentes. L’architecture directe
nécessite d’appliquer le padding pour faire en sorte que la série la plus courte soit de
méme longueur que la plus longue avant la comparaison. Le reste des parametres est
inchangé et nous présentons les résultats dans le tableau 3.2.

N; | DeepDTW-D | DeepDTW-S | ucrDTW | FastDTW | soft DTW LDPS

50 76.0 +54 58.7+£58 |39.7+21|76.7 £7.5 | 34.0+£3.7|51.2+4.5
100 | 53.7+£6.5 442+4.1 | 342+21|68.7 £5.6 | 21.2+9.4 | 33.5£2.8
200 40.5 £ 2.2 322423 31.4+26 | 59.8 £4.0 | 15.0£2.2 | 28.8 £4.0
400 31.8 £ 3.0 221+1.5 264+2.11|55.5+1.4|11.5+£1.4|209+1.6

TABLE 3.2 — Pourcentage de fois que le signal le plus proche d’un signal donné ¢ selon
une métrique est dans le top 5 des signaux les plus proches de ¢ selon DTW. N, est

le nombre de signaux dans le jeu de test. Les signaux sont ré-échantillonnés pour étre
de taille L € [500, 1000].

Les résultats de toutes les méthodes sauf FastDTW et ucrDTW sont inférieurs a ceux
obtenus avec des signaux de longueur fixe, ce qui est attendu, la tache étant un peu plus
difficile. En particulier, notre architecture directe perd en moyenne 17 pp par rapport
a la version avec des signaux de longueur fixe. Ce résultat est logique : la méthode
n’est pas apprise sur des signaux de longueurs différentes, et souffre du padding. Notre
approche siamoise est moins impactée (-2pp), montrant 'avantage de cette architecture
quand les longueurs de séries varient. Nos approximations restent cependant proches
de FastDTW, et largement meilleures que softDTW et ucrDTW.
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N DTW DeepDTW-D DeepDTW-S

1000 | 0.445 £ 0.03; 0.553 &= 0.05 | 0.372 £+ 0.03; 0.511 £+ 0.03 | 0.353 £ 0.03; 0.461 + 0.02
2000 | 0.456 &+ 0.01; 0.569 £ 0.01 | 0.387 £ 0.01; 0.503 £ 0.01 | 0.354 4+ 0.01; 0.427 £+ 0.01
4000 | 0.495 &+ 0.01; 0.594 £ 0.01 | 0.439 £ 0.01; 0.569 £ 0.01 | 0.413 4+ 0.01; 0.484 £+ 0.01

TABLE 3.3 — Score Macro F1 et accuracy de la classification d’état du sommeil sur
SleepEDF-78 par 1-PPV en utilisant différentes métriques. On moyenne le résultat de
3 itérations. Pour chaque itération donnée, toutes les méthodes utilisent les mémes
sous-parties du jeu de données.

Du fait des mauvais résultats d’'ucrDTW et de la lenteur de soft DTW nous ne les
utiliserons plus pour la suite des expérimentations.

3.4.4.2 Classification via k plus proche voisin (KPPV)

Nous évaluons aussi la capacité de notre approximation a comparer les signaux dans le
contexte de classification d’état du sommeil. Nous choisissons Ns signaux dans notre
jeu de test de SleepEDF-78 et séparons ce jeu en un sous-jeu de support et de requéte '
en proportion 75/25. Du fait des bonnes performances du 1-PPV sur diverses taches
de classification de séries temporelles (développé dans la section 2.1.2), nous réalisons
la classification via un 1-PPV, basée sur DTW, et comparons les résultats avec une
classification 1-PPV basée sur nos méthodes : DeepDTW-D et DeepDTW-S. Nous ob-
tenons un score MF'1 et un score accuracy. En raison de la lenteur de I'expérimentation
(I’évaluation de 1-PPV nécessite de nombreux calculs de DTW), nous nous limitons a
des nombres de signaux Ns relativement bas. Pour limiter la variance induite par ce
faible nombre de signaux, nous répétons l'expérience 3 fois, en tirant aléatoirement les
Ns signaux a chaque fois.

Nous présentons les résultats dans le tableau 3.3. Sans surprise, le 1-PPV basé sur
DTW obtient les meilleurs résultats, indépendamment du nombre de signaux dans le
jeu. Avec 4000 signaux, 1-PPVppry obtient un MF1 de 0.495, largement au-dessus
de l'aléatoire, mais bien en-dessous des performances a ’état de l'art (Sleepy-Co [93]
obtient un score MF1 de 0.83). C’est en partie dii au fait que la lenteur des calculs de
DTW empéche d’utiliser des grands jeux de données, mais aussi que la classification
de sommeil est une tache demandant un modele puissant et le 1-PPV semble ne pas
suffire, peu importe la métrique utilisée. Néanmoins, nos approximations de DTW
performent convenablement. A 4000 signaux, notre approche directe est notamment &
environ 6 pp de DTW. L’approche siamoise obtient un score un peu moindre, environ
2 pp en dessous de 'approche directe, illustrant la supériorité de ’approche directe
pour la classification 1-PPV quand les signaux sont de méme longueur.

Ainsi, pour un probléme de recherche de séries similaires a une série query, nos ap-
proximations se comportent de facon similaire a la DTW référence. En particulier,
DeepDTW-D surpasse FastDTW sur des séries de taille fixe, mais souffre du padding
sur des données de taille variable. La classification 1-PPV illustre la difficulté de dis-
criminer les signaux de sommeil sans création de caractéristiques et avec des jeux de

11. L’algorithme KPPV n’apprenant pas, on utilise les termes de support et requéte. Ils sont néan-
moins analogues aux jeux d’entrainement et de validation.
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données restreints.

3.4.5 Différentiabilité

Puisque notre approximation se base sur des réseaux de neurones, elle est différentiable.
On peut donc I'utiliser directement comme fonction de cotit pour apprendre une tache.
Dans cette section, nous utilisons notre approximation directe comme métrique pour
apprendre des prototypes de signaux de sommeil et ainsi apprendre la classification
d’état du sommeil.

[33] ont proposé une méthode pour apprendre des prototypes spécifiques a chaque
classe afin de classer les séries temporelles. Pour un jeu de données D, les auteurs
proposent d’apprendre autant de prototypes p € RY qu’il y a de classes k dans le
jeu de données. Une fois les prototypes appris, la classification se fait simplement en
affectant a une série x la classe du prototype py le plus proche.

Les prototypes sont appris en calculant la DTW entre un signal donné x € D et
chaque prototype pj correspondant a chaque classe k. On prédit alors que 1’élément
x est de classe k si k minimise DTW (z,px). Une Cross-Entropy entre les différentes
prédictions d’un batch et la vérité terrain permet d’évaluer les prédictions. On modifie
ainsi la valeur des prototypes de telle sorte que p; soit proche de x si y = k, et
loin sinon. Pour que les prototypes représentent bien leur classe, on souhaite aussi
minimiser dy = DTW (xy—x, p) avec z,—, indiquant que la série = est de classe k. La
fonction de cotit globale est alors :

L=CE®f,y)+\*dy (3.22)

A est de nouveau un réel servant a équilibrer les valeurs des erreurs. On le détermine
en fonction du score sur le jeu de validation. Comme 1'objectif est d’apprendre les
prototypes de bout en bout, pour contourner la non-différentiabilité de la DTW les
auteurs de [33] choisissent, a 'image de DTWNet, de différencier la DTW en utilisant
la forme déterminée le long du chemin d’alignement, c’est-a-dire la somme des dis-
tances euclidiennes des points appariés. Nous nommons cette méthode « méthode du
chemin »pour simplifier.

Puisque le reste du fonctionnement de la classification par prototypes ne nécessite
pas d’obtenir le chemin d’alignement, mais simplement d’obtenir la distance entre les
signaux, nous pouvons remplacer la méthode du chemin de [29] par notre approxima-
tion et évaluer les performances. Nous appliquons donc la méthode de classification
par prototypes a la classification de sommeil sur le jeu de données SleepEDF-78. Pour
accélérer les expériences, nous restreignons la taille des jeux a 20000 signaux en appren-
tissage et 5000 en validation. Nous présentons les résultats figure 3.10, en choisissant
I'accuracy comme métrique pour suivre la publication originale [33]. L’accuracy sur le
jeu de validation de la méthode se basant sur notre approximation de DTW pour com-
parer les signaux et les prototypes est significativement meilleure que celle se basant
sur la méthode du chemin utilisant DTW et FastDTW pour obtenir le chemin d’ali-
gnement. Ainsi, les prototypes appris sont plus discriminants et représentent mieux
leur classe. De nouveau, les résultats de notre méthode et de LDPS sont proches, bien
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que notre méthode soit légerement meilleure. Cela illustre qu’utiliser des approxima-
tions différentiables de DTW permet de meilleures performances que la méthode du
chemin.

Accuracy en validation de la classification de sommeil avec prototypes,
en fonction de la métrique utilisée pour I'apprentissage

S
o

Accuracy

w
o

N
o
—

DTW
—&— DeepDTW_D
—— FastDTW
LDPS

=
o

0.0 2.5 5.0 7.5 100 125 150 175  20.0
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FIGURE 3.10 — Accuracy de la classification par prototype sur le jeu de validation
pendant I'apprentissage des prototypes, en fonction de la métrique utilisée pour com-
parer les signaux et les prototypes. DTW et FastDTW sont utilisés pour obtenir le
chemin nécessaire a la méthode de Cai et al [29].

3.4.6 Conclusion

Nous avons montré que nos méthodes d’approximation sont capables de bien com-
parer les séries temporelles, et peuvent donc étre utilisées comme métrique pour des
algorithmes de classification. Nos méthodes sont de plus rapides, avec un temps d’exé-
cution évoluant peu selon la taille des signaux, et sont utilisables en tant que fonction
de cofit pour un apprentissage bout-en-bout. Ces résultats sont néanmoins obtenus sur
un seul jeu de données. Dans la suite, nous évaluons nos approximations sur un autre
jeu de données de sommeil.

3.5 Application a d’autres jeux de données

Nous avons démontré que notre approximation est rapide, utilisable comme fonction
de cotit et fidele a 'algorithme DTW original via des taches de classification et de
requétage sur le jeu de données SleepEDF-78. La validation des deux premiers criteres
est indépendante du jeu de données, tant que l'on reste sur des données de sommeil
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N signaux | Appris sur SHHS | Appris sur SleepEDF-78
50 84.3+5.0 84.7+5.1
100 75.3+2.9 74.0 £ 3.1
200 61.2+6.2 60.2+54
400 48.8 4.1 4844+ 2.0

TABLE 3.4 — Score de recherche de plus proche voisin sur SHHS, comparant notre
architecture directe apprise sur SHHS avec celle apprise sur SleepEDF.

de taille similaire a SleepEDF-78. Néanmoins, il est important d’évaluer la capacité de
notre approximation a obtenir de bonnes performances sur des jeux de données simi-
laires pour augmenter la facilité d’adoption des modeles par les experts en médecine
du sommeil. En effet, les données réelles pourraient étre obtenues via des capteurs
légerement différents par exemple. Nous évaluons donc la fidélité de notre approxima-
tion en reproduisant les expérimentations précédentes sur le jeu de données SHHS, qui
est un jeu de données massif regroupant diverses sources d’enregistrement du sommeil.
Il est décrit en détail section 2.2.1.1 et est notamment intéressant du fait du nombre
significatif de patients dans le jeu (5791).

3.5.1 Recherche de séries similaires

Nous reproduisons 'expérience de recherche de séries similaires décrite section 3.4.4.1 :
I’objectif est, pour une série query, de trouver la série la plus proche selon DTW. Nous
apprenons notre modele d’approximation sur les données SHHS comme expliqué dans
la section 3.4.2 : nous créons la matrice de référence en calculant la DTW référence
de morceaux de signaux de canaux choisis aléatoirement, puis apprenons 'approche
siamoise et I'approche directe a prédire cette valeur référence. Nous comparons cette
fois les performances sur SHHS de notre approximation avec architecture directe ap-
prise sur le jeu de données SHHS avec celle apprise sur le jeu de données SleepEDF-78,
sans aucun finetuning sur SHHS. L’objectif de cette expérience est d’identifier la ca-
pacité de notre approximation a bien comparer des signaux de sommeil d'un autre
jeu de données. Nous utilisons le méme prétraitement qu’auparavant, pour que nos
approximations comparent des séries prenant des plages de valeurs identiques (entre
0etl).

Nous présentons les résultats dans le tableau 3.4. Les scores obtenus sur SHHS par
la méthode apprise sur SHHS et celle apprise sur SleepEDF-78 sont quasiment iden-
tiques pour toutes les difficultés, ce qui illustre la capacité de notre approximation a
bien comparer des séries temporelles, méme si elles sont issues d'un jeu de données
différent (en conservant néanmoins le méme prétraitement). Cela nous permet d’envi-
sager utiliser nos approximations pour des taches de compression ou de classification
de signaux de sommeil sur divers jeux de données.
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N DTW DeepDTW-S DeepDTW-D

1000 0.4 £ 0.01; 0.484 = 0.01 0.346 + 0.01; 0.449 + 0.02 | 0.334 £ 0.02; 0.427 £ 0.02
2000 0.428 £+ 0.01; 0.51 &= 0.02 0.366 £ 0.02; 0.473 £ 0.01 | 0.367 & 0.02; 0.455 £ 0.01
4000 0.541 £ 0.01; 0.587 &+ 0.01 | 0.487 4+ 0.01; 0.552 £+ 0.01 | 0.486 + 0.01; 0.529 + 0.01

TABLE 3.5 — Macro F1 et accuracy de classification de sommeil sur SHHS en ayant
appris sur SleepEDF-78. Les classifieurs sont des 1-PPV basés sur les différentes mé-
triques. Chaque résultat affiché est la moyenne de 3 itérations, avec l’écart type associé.

3.5.2 Classification 1-PPV

De la méme facon, nous reproduisons 'expérience décrite dans la section 3.4.4.2 sur
le jeu de données SHHS : nous utilisons donc diverses métriques comme base pour
réaliser la classification via un 1-PPV. Nous utilisons nos approximations apprises sur
le jeu de données SleepEDF-78, de nouveau sans aucun finetuning. Nous présentons
les résultats dans le tableau 3.5.

Les résultats sont globalement similaires a ceux obtenus sur le jeu de données SleepEDF-
7812 : DTW est le meilleur classifieur pour tous les nombres de signaux considérés selon
le MF1 et I'accuracy. Les métriques que nous proposons ont un score MF1 d’environ
6 pp inférieur a DTW. Ce résultat est d’autant plus intéressant que I'apprentissage
de DeepDTW a été conduit sur un autre jeu de données. Ceci illustre la généricité de
notre approche et la capacité de nos métriques a bien comparer des séries de sommeil
provenant de différents jeux de données.

3.5.3 Classification de sommeil via prototypes

Enfin, nous reproduisons I’expérience de classification de sommeil via apprentissage
de prototypes, cette fois sur le jeu de données SHHS. Nous gardons tous les para-
metres de 'expérience sur SleepEDF-78 : les méthodes DeepDTW et LDPS ne sont
pas finetunées sur le jeu SHHS. Nous présentons les résultats figure 3.11. De nou-
veau, notre approximation permet d’apprendre des prototypes discriminant mieux les
classes que les méthodes du chemin basées sur FastDTW et DTW. L’écart entre notre
méthode et LDPS est plus grand que celui obtenu durant la méme expérience sur le
jeu SleepEDF-78, ce qui illustre que notre méthode généralise mieux a de nouvelles
données.

3.6 Syntheése des résultats

Nous résumons dans cette section les comparaisons effectuées entre les différentes ap-
proximations de DTW. Nous affichons cette synthese dans le tableau 3.6. Nous ran-
geons les méthodes selon leur vitesse d’exécution, leur différentiabilité, leur fidélité (en
prenant en compte les résultats des expériences de plus proche voisin), leur perte de
fidélité sur des signaux de longueurs différentes (que nous résumons par ’écart moyen
arrondi entre les scores de PPV obtenus sur les signaux de longueurs fixes et ceux ob-
tenus sur les signaux de longueurs variables et que nous notons PFLD) et leur capacité

12. décrits dans le tableau 3.3
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Accuracy en validation de la classification de sommeil avec prototypes,
en fonction de la métrique utilisée pour I'apprentissage
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FIGURE 3.11 — Accuracy de la classification par prototype sur le jeu de validation de
SHHS pendant 'apprentissage des prototypes, en fonction de la métrique utilisée pour
comparer les signaux et les prototypes.
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Méthode Vitesse | Différentiable | Fidélite PFLD Généralisation
DTW 4 Non Référence | Référence Pas d’app.
ucrDTW 1 Non 5 Aucune Pas d’app.
FastDTW 6 Non 2 Aucune Pas d’app.
Soft DTW 7 Oui 6 -5pp Pas d’app.
LDPS 5 Oui 3* -Tpp Bonne
DeepDTW-S 3 Oui 3* -2pp Bonne
DeepDTW-D 2 Oui 1 -19pp Bonne

TABLE 3.6 — Synthése des résultats des comparaisons d’approximation de DTW dé-
veloppées dans ce chapitre. Les valeurs de vitesse et de fidélité sont les rangs des mé-
thodes. Les résultats de fidélité de LDPS et DeepDTW Siamese étant tres similaires,
les méthodes sont classées troisiemes égalité (3%).

a généraliser (en prenant en compte les expériences sur le jeu SHHS sans finetuning;
nous notons « Pas d’app. »quand les méthodes ne requierent pas d’apprentissage et
donc généralisent parfaitement). Globalement, ces résultats illustrent que notre ap-
proche directe semble étre le meilleur compromis pour approximer DTW si les signaux
sont de taille fixe. L’approche siamoise est le meilleur choix sinon.
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3.7 Conclusion du chapitre

De nombreuses applications nécessitent de comparer des séries temporelles. L’algo-
rithme DTW permet de faire cette comparaison, méme si les séries sont de différentes
tailles ou décalées temporellement. Cependant, ’algorithme est de complexité quadra-
tique et non différentiable. Nous avons présenté une méthode permettant d’approximer
DTW via un réseau de neurones, rendant ’approximation fiable, rapide et différen-
tiable. Nous avons présenté et comparé deux architectures permettant de réaliser cette
approximation : une siamoise et une directe. L’approche siamoise consiste a créer un es-
pace latent dans lequel la distance euclidienne imite la DTW. Un tel espace est obtenu
en entrainant un autoencodeur : ’objectif de ’encodeur est de représenter les signaux
dans cet espace et celui du décodeur est de reconstruire les signaux originaux a partir
des signaux encodés. L’approche directe concaténe simplement les signaux pour pré-
dire directement la valeur de DTW. Nous avons montré que nos méthodes permettent
de comparer les séries temporelles de maniere similaire a DTW. L’approche directe est
plus rapide que la siamoise et plus fidele a DTW, au prix d’une perte d’interprétabilité
de l'espace latent et d'une nécessité de padding si 'on compare des séries de tailles
différentes.

Nous aimerions pouvoir comparer des séries temporelles multidimensionnelles. Il n'y a
pas besoin de modifier ’architecture globale de notre systeme, mais une recherche du
type d’encodeur optimal serait nécessaire, pour utiliser la possible redondance d’infor-
mations entre les différentes dimensions.

Nous avons montré que nos approximations peuvent étre utilisées dans un entraine-
ment de bout en bout, qu’elles sont plus rapides et plus fideles a DTW que d’autres
approximations usuelles et qu’elles obtiennent une bonne performance dans les taches
de classification des séries temporelles. Enfin, nous avons également démontré que les
modeles appris généralisent a d’autres jeux de données. Nous présentons dans la suite
de ce document l'utilisation de cette approximation pour la compression de signaux
de sommeil.
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Chapitre 4

Compression de signaux de
sommeil via approximation de

DTW
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Compression de signaux de sommeil
via approximation de DTW

4.1 Introduction

4.1.1 Contexte et motivations

Nous avons présenté dans les chapitres précédents diverses taches liées aux séries tem-
porelles. En particulier, les enregistrements de sommeil permettent d’apprendre auto-
matiquement la classification d’état du sommeil et aident a diagnostiquer des troubles
d’insomnie. Si la classification d’état du sommeil est effectuée sur des séries de 30
secondes et peut fonctionner avec un seul canal, d’autres études peuvent nécessiter de
plus longues fenétres d’enregistrements multidimensionnels. Cela peut entrainer des
difficultés de stockage, et des lenteurs, aussi bien pour le transfert de données que
pour leur utilisation par des modeles d’apprentissage automatique. La compression est
habituellement utilisée pour résoudre ce probleme trés courant dans le traitement du
signal.

De nombreux algorithmes existent pour restreindre la taille des signaux, comme la
compression MP3 pour l'audio, ou JPEG pour les images. Les approches de com-
pression des séries temporelles sont usuellement séparées en 3 catégories [34] : les
approches basées sur des dictionnaires comme [36], qui sélectionne des morceaux de
signaux particuliers appelés atomes avant d’encoder les autres morceaux de signaux
comme une combinaison linéaire des atomes similaires ; les approches qui transforment
le signal dans une nouvelle représentation puis sélectionnent les composantes les plus
importantes du signal projeté, comme DCT [109] ; et les approches apprenant les poids
d’un autoencodeur de telle sorte que les signaux encodés soient de plus petite dimen-
sion que les signaux originaux, comme [145]. Les systémes sont évalués selon I'erreur
de reconstruction, le facteur de compression atteignable et la vitesse d’exécution de
I’algorithme.

En particulier, il est courant dans la littérature de valider la performance des sys-
temes de compression via des métriques de reconstruction comme l’erreur quadratique
moyenne (MSE), le rapport signal/bruit (SNR) et le score de qualité (QS) comme
fait par [179], [12] ou [98]. Ces métriques sont cependant basées sur la distance eucli-
dienne : or, les résultats de classification 1-PPV mentionnés dans la section 2.1.2.4,
dans laquelle nous illustrions quun 1-PPV basé sur DTW obtient de meilleurs scores
en classification qu'un 1-PPV basé sur la distance euclidienne, suggerent que la dis-
tance euclidienne n’est pas suffisante pour discriminer les séries temporelles. Ainsi,
différentes publications utilisent en complément une métrique sur une tache de clas-
sification pour valider le systéme de compression (notamment [145], [51], [31]). Nous
soutenons qu’une telle approche, axée sur une tache finale comme la classification, est
nécessaire. En effet, pour les applications de classification du sommeil par exemple,
apres avoir été compressé pour la transmission, nous voulons que le signal reconstruit
conserve le maximum d’informations discriminantes permettant de bien classifier I’état
du sommeil.
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Nous n’utilisons pas le score de classification des stades de sommeil comme fonction
de cotit pour optimiser les poids du modele de compression. Une telle approche ris-
querait de générer des signaux reconstruits qui, bien qu’efficaces pour la classification,
seraient probablement inutilisables pour toute autre tache, limitant ainsi la généri-
cité du systeme de compression. Les signaux de sommeil reconstruits seraient de plus
difficilement interprétables par un médecin, car ne "ressemblant” pas visuellement au
signal original. Or, I'interprétabilité des décisions prises par le modele est un facteur
important pour I'adoption des modeles d’apprentissage automatique dans le domaine
de la santé [162]. A la place, nous utilisons une approximation de DTW comme fonc-
tion de cotit pour la reconstruction. Cette méthode nous permet d’apprendre les poids
d’un encodeur et d'un décodeur capable de compresser et de reconstruire les signaux
en prenant en compte leur information temporelle.

Dans ce chapitre, nous définissons le probleme de compression sous I'angle de 'ap-
prentissage, puis présentons les trois principaux types d’approches proposées par la
communauté pour compresser les séries temporelles : par dictionnaire, par transfor-
mation par fonction et par autoencodeur. Nous discutons aussi du tres important choix
de la fonction de cotit de reconstruction pour les approches basées sur des autoenco-
deurs. Nous présentons ensuite 1'autoencodeur que nous utilisons pour apprendre la
compression de signaux, dont ’encodeur et le décodeur sont basés sur le TCN. Nous
utilisons nos approximations de DTW comme fonction de cotit. Nous présentons en-
suite nos résultats d’expérimentations sur des jeux de données de sommeil, et étudions
I'impact de diverses fonctions de cotit sur le score de classification. Nous montrons
qu’utiliser notre approximation directe de DTW améliore le score de classification du
sommeil sur les données compressées puis reconstruites, en particulier quand le facteur
de compression augmente.

4.1.2 Définition du probleme

La compression de données est définie dans [149] et [34] comme le processus de conver-
sion d’'un flux de données d’entrée (le flux source ou les données brutes originales) en
un autre flux de données (la sortie, ou le flux comprimé) de taille plus petite. L’objectif
de la compression est d’éliminer la redondance tout en ayant une grande puissance des-
criptive. Le processus de décompression, complémentaire a la compression, cherche a
reconstruire le flux de données original a partir de sa représentation compressée.

Les algorithmes de compression sont usuellement catégorisés selon les criteres suivants
[34] :
— Avec ou sans apprentissage : les algorithmes avec apprentissage apprennent leurs
parametres sur un jeu de données. Ils sont donc dépendants du jeu en question,
et peuvent ne pas généraliser a d’autres types de données.

— Avec ou sans perte : si les signaux reconstruits apres compression et décompres-
sion sont exactement identiques aux signaux originaux, la compression est dite
sans perte. C’est I'objectif de tout systéeme de compression, mais n’est atteignable
que si 'entrée contient de l'information redondante.

— Symétrique ou non symétrique : un algorithme est dit symétrique si les opérations
effectuées par le décodeur sont identiques (mais en ordre inverse) a celles faites
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par ’encodeur.

Dans le cas particulier de la compression de séries temporelles, un algorithme de com-
pression (encodeur, ¢) prend en entrée une série temporelle x € RV*X et retourne sa
représentation compressée z € R avec H < N*K. A partir de la représentation com-
pressée, en utilisant un décodeur v, il est possible de reconstruire la série temporelle
originale : & = 1(2) = ¥(¢(x)). Si & = z alors l'algorithme est sans perte.

4.1.3 Meétriques

Les performances d’un systeme de compression de séries temporelles sont évaluées
selon trois criteres : la vitesse, le facteur de compression et la précision. La vitesse
d’exécution est importante dans le contexte d’applications en temps réel, comme la
détection de fatigue durant la conduite [3]. Les travaux présentés dans la suite ne sont
pas dans ce contexte, donc nous nous concentrerons sur le facteur de compression et
la précision.

Le facteur de compression mesure le ratio de taille entre le signal original et le signal
compressé. Bien qu’en pratique, la taille des données soit définie par 1’espace mémoire
requis, nous la définissons dans ce chapitre par le nombre d’échantillons N multiplié par
le nombre de dimensions K de la série z. Cette approche simplifie la comparaison entre
différentes méthodes de compression, car elle nous affranchit des variations dues a la
représentation réelle des séries, qui pourraient dépendre du langage de programmation
employé.

Le facteur de compression est ainsi défini par :

_N*K

F
¢ H

(4.1)

Naturellement, plus C'F' est grand, plus la compression est importante. Dans la litté-
rature [145], [31], le ratio de compression C'R est parfois exprimé a la place de C'F, et
est défini par :

H

CR=100(1 — 5

) (4.2)

Pour faciliter les comparaisons entre les différentes architectures, nous utiliserons :

(4.3)

Cela permet de convertir les ratios en facteur de compression si nécessaire.

La qualité de la reconstruction est quantifiée via plusieurs métriques développées dans
la suite, mesurant 1’écart entre le signal original = et celui reconstruit z, avec x, 2 €
RY*E Dans la suite et pour les raisons développées aux chapitres précédents (les
performances d’algorithme de classification du sommeil en 1D sont généralement tres
proches, si ce n’est équivalentes a celles sur des signaux multidimensionnels [126]),
nous choisissons K = 1, sans perdre de généralité dans ce chapitre.
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Le rapport signal /bruit (SNR), qui est le rapport de puissance entre la force du signal
et le niveau de bruit, s’exprime par :

Py
SNRDB = 1O*l0g10(F) (44)
avec N )
SV 2
P = ==l ¢ 4:
, = il (45)

Et I'écart quadratique moyen (MSE), on le définit par :
| N
P — ¢ — 7 . 2
MSE = N g (x; — ;) (4.6)

=1

On peut aussi utiliser la racine de 'écart quadratique moyen (RMSE).

Cet écart peut étre normalisé, on le nomme alors PRD et il est défini par :

N (o a2
PRD(z,7) = Zi:l(ﬁl B 100 (4.7)
> el T

Le PRD, exprimé en pourcentage, est parfois aussi nommé distorsion.

Le facteur de compression est pris en compte via le Quality Score :

_ CF
~ PRD

Ainsi, les métriques CF, SNR, PRD et QS sont les plus usuellement utilisées pour
comparer les performances de compression [34], [145].

QS (4.8)

En fonction des applications, certaines métriques peuvent étre plus importantes que
d’autres, par exemple, si les données doivent étre précisément reconstruites, on ac-
cordera plus d’importance a la RMSE. Si l'on souhaite cependant comparer les per-
formances de modeles de compression de maniere plus globale, on s’intéressera plus
particulierement au Quality Score a I'image de [183], qui comprime des signaux ECG,
ou de [42], qui applique la compression a des données ECG, EMG et EEG conjointe-
ment. Ces métriques restent cependant largement basées sur des comparaisons élément
a élément, ce qui peut ne pas étre suffisant pour comparer des signaux temporels. Nous
utiliserons donc, a I'image de [145], [51], [31], un score de classification sur les données
reconstruites en plus de ces métriques pour évaluer notre systeme de compression.

4.2 Etat de l’art

Les algorithmes de compression sont séparés en 3 catégories distinguant mieux leur
fonctionnement que les criteres précédents, comme indiqué par les travaux de [34] :

— Les approches basées sur des dictionnaires recherchent des morceaux répétés
dans les séries puis les représentent par des clés de dictionnaire.
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— Les approches par transformations transforment la série temporelle en un en-
semble de coefficients via des projections adaptées.

— Les approches par autoencodeurs paramétriques apprennent les parametres d’un
encodeur et d’'un décodeur pour compresser et reconstruire les séries temporelles.

Nous présentons ces différentes approches en détail dans cette section.

4.2.1 Approches basées sur des dictionnaires

La compression de séries temporelles par dictionnaire D consiste a représenter les séries
temporelles a ’aide d’un ensemble réduit d’éléments de base appelés “atomes”. Ces
atomes sont des segments de séries temporelles que 1'on peut combiner de différentes
maniéres pour approximer ou reconstruire la série temporelle originale.

Pour l'illustrer de fagon basique, nous pouvons imaginer une série temporelle ou chaque
mesure est accompagnée d'un attribut indiquant la ville dans laquelle elle a été prise *.
Plutot que de stocker directement le nom de chaque ville, on peut créer un dictionnaire :
{0 : "New York”, 1 : ”San Francisco”, 2 : "Los Angeles”, ...}. La colonne de la ville dans

I’ensemble de données n’aurait alors besoin de stocker que les indices correspondants
[0,1,1,2,..].

Plus généralement, nous présentons les différentes étapes nécessaires a la compression
par dictionnaire dans la suite. Ces étapes peuvent varier en fonction des particularités
des méthodes proposées [86], [103], [91]. Nous prendrons en exemple les travaux de
[86] au vu de leurs performances pour illustrer le principe de I'approximation par
dictionnaire.

La premiere étape consiste a créer un dictionnaire composé d’un ensemble d’atomes,
qui sont des morceaux de séries temporelles ou des fonctions de base qui peuvent étre
combinées pour approximer d’autres séries temporelles. Dans le cas de [30], les séries
x € RY sont séparées en N,, morceaux z(*) dans des fenétres de temps prédéfinies. On
calcule la matrice de corrélation M, € RN¥»*Nm de tous les morceaux entre eux, puis
on obtient pour chaque z® la somme de ses corrélations S, € RN avec tous les
autres éléments. On choisit les Ny, morceaux ) les moins corrélés, ¢’est-a-dire avec

les plus faibles S, comme atomes (ou clés du dictionnaire).

Chaque segment de la série temporelle est ensuite approximé en utilisant une com-
binaison linéaire d’atomes présents dans le dictionnaire. Cette combinaison est dite
« sparse »(ou creuse) car elle utilise un nombre minimal d’atomes pour représenter
fidelement le segment. On appelle cette étape encodage sparse. Les atomes choisis ne
sont pas nécessairement orthogonaux (I'information contenue par un atome n’est pas
forcément unique) : avoir plusieurs atomes redondants peut améliorer la flexibilité de
la représentation [36].

Le probleme d’encodage sparse est formulé comme un probleme d’optimisation dont le
but est de minimiser I’erreur de reconstruction sous contrainte de sparsité, c’est-a-dire

1. https://www.timescale.com/blog/time-series-compression-algorithms-explained /
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en utilisant un nombre minimal d’atomes :

4 =argmin|z —Dv|[3  tel que  ||V]lo < Natm (4.9)
ol

ou sous contrainte d’erreur de reconstruction :

4 =argmin|y|o tel que ||z —Dy|5<e (4.10)
gl

avec € le seuil d’erreur de reconstruction, v I’ensemble des atomes et Ny, le nombre
maximal d’atomes.

L’optimisation sous contrainte de sparsité vise ainsi a limiter le nombre d’atomes
et donc augmenter le facteur de compression, quand celle sous contrainte d’erreur
a pour principal objectif d’avoir une reconstruction fidele. Ces deux problémes sont
NP-difficiles [46], mais peuvent étre approchés, notamment par Orthogonal Matching
Pursuit (OMP) [121], une heuristique gloutonne pour rapidement obtenir un ensemble
d’atomes qui approxime les morceaux de séries, avec leur poids correspondant. On dé-
crit son fonctionnement dans 'algorithme 4. A chaque itération, on sélectionne atome
D; € R le plus proche (selon une métrique) de la série query x. Cela nécessite une
métrique de comparaison de séries temporelles, qui peut étre la distance euclidienne,
DTW, ou d’autres, comme présentées dans la section 2.1.2.3. Dans 'algorithme OMP,
on recherche 'atome ayant le plus grand produit scalaire avec le signal query x, alors
que [86] utilise le coefficient de Pearson. Le coefficient «; représente la contribution de
I'atome D; a la reconstruction de x.

Algorithm 4 Encodage du dictionnaire sparse, basé sur OMP. Extrait de [80].

Entrée Série query x, dictionnaire d’atomes D, nombre d’atomes Ny,
Sortie Ensemble d’atomes (2, coefficients «

ré-x

Q « {0}

j+0

while card(Q)) < Ny, do : > selection du prochain atome D;
D .

7D,
[l7[1]Dy]]

D; < argmax
JEQ
Q<+ QuU{j}
a + (DEDg) 1 (DEq) > Maj de Q et de «
r <z — Dqa
j—J+1 > Maj des erreurs r
end while

Au lieu de stocker les segments eux-mémes, on stocke les clés des atomes qui les
approximent le mieux, ainsi que les coefficients o de la combinaison linéaire. Cela
permet de réduire considérablement la quantité de données a stocker.

On reconstruit la série en remplagant les morceaux compressés par les atomes les plus
proches selon la métrique. Le facteur de compression et 'erreur de reconstruction
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sont dépendants du nombre d’atomes choisis : un grand nombre d’atomes permet une
reconstruction fidele, mais augmente la taille du dictionnaire et donc baisse le facteur
de compression. Choisir de grands atomes permet d’en choisir moins, mais augmente
I'erreur de reconstruction. Dans leur méthode CORAD, [36] fixent la taille des atomes
a 20 indépendamment de la taille des séries et choisissent le nombre d’atomes pour ne
pas dépasser un seuil d’erreur de reconstruction calculé par MSE (approche contrainte
par erreur).

Si les séries temporelles comportent peu de redondance, ou que le volume de données ne
permet pas de créer un dictionnaire suffisant pour bien représenter les différentes séries,
on peut utiliser des opérateurs pour directement transformer et réduire le nombre
d’échantillons des séries temporelles. On décrit ces approches dans la suite.

4.2.2 Approches basées sur la transformation par fonction

Les approches basées sur la transformation par fonction consistent a projeter la série
temporelle © = [z, 79, ..., 5] € RY pour obtenir une liste de coefficients ¢ € R¥ la
représentant. Le facteur de compression est donc simplement défini par C'F' = %

Différents ensembles de fonctions sont couramment utilisés pour réaliser la projection :
Discrete Cosine Transform (DCT) [163], Discrete Wavelet Transform [155] et Discrete
Fourier Transform (DFT) [38].

Nous présentons les définitions de ces méthodes dans la suite.

Discrete Cosine Transform :

Plusieurs versions de la DCT existent. La plus commune, DCT-II ou simplement DCT,
transforme les valeurs x; de la série x de la maniére suivante :

ck:éxi-cos [% (z—l—%) k] (4.11)

avec k € [0, N — 1]. Pour compresser, on sélectionne les H € [1, N — 1] coefficients les
plus importants. En pratique, on met les N — H coefficients non sélectionnés a 0.

On obtient la reconstruction & en appliquant la DCT-III, qui est 'opération inverse
de la DCT-II, c’est-a-dire :

N-1 [M} (4.12)

ik:cg—i-Q*Zcicos N

i=1

La DCT est notamment utilisée par [109] pour compresser des signaux de capteurs de
station spatiale.

Discrete Fourier Transform :
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De la méme maniére, la série temporelle peut étre transformée via la transformée de
Fourier. En pratique, algorithme Fast Fourier Transform [23] est utilisé, ainsi :

N

—2imky
Cp = Z:vj eXp(Tj) (4.13)

j=1

et on obtient le signal reconstruit  via la transformée inverse (iFFT) :

—— 2irkj
Ty = Z cj exp( N ) (4.14)
j=1

Discrete Wavelet Transform :

L’analyse de séries temporelles par wavelets (ou ondelettes) se base sur des fonctions
qui, comme des vagues, débutent et finissent en zéro, avec des oscillations [34]. A chaque
fonction ondelette est associée une fonction d’échelle. Différents types de wavelets
existent, par exemple : Haar, Daubechies, biorthogonale, coiflets ou symlets. Les plus
communes sont les wavelets de Daubechies [45].

Dans le cas des wavelets de Daubechies, les fonctions d’échelle et d’ondelettes sont
représentées par les coefficients d’'un filtre de convolution. Les ondelettes de Daubechies
sont formées de sorte a posséder le nombre maximum de moments dissipant p pour un
support donné. Un nombre de moments dissipant p indique que la fonction d’échelle
est suffisante pour entierement représenter un polynéme de degré p — 1, c’est-a-dire
que les coefficients de I'ondelette sont nuls. On désigne les ondelettes de Daubechies
par deux noms : soit par la taille du support Ny, (le nombre de coefficients de la
fonction d’ondelette, égal a celui de la fonction d’échelle), on utilise alors dNj,, ; soit
par le nombre de moments dissipant p, on note alors dbp. Puisque pour les ondelettes
de Daubechies, Ny, = 2p, les notations sont facilement interchangeables.

Pour compresser une série € RV via des ondelettes, on applique le filtre de convolu-
tion d’échelle puis celui d’ondelette a x. Cela donne deux représentations, usuellement
notées respectivement cA et c¢D, avec cA,cD € R>. On obtient la reconstruction en
appliquant les filtres inverses. En pratique, cA contient suffisamment d’informations
pour correctement reconstituer z, on abandonne donc ¢D, ce qui permet d’obtenir un
facteur de compression de 2. Pour augmenter ce facteur, on peut appliquer le filtre
d’échelle en cascade, jusqu’a obtenir cA, € Rzﬁn, résultat de n applications du filtre,
avec CF = zﬁn

Le choix optimal du type d’ondelette est dépendant de la tache et des données consi-
dérées. [53] applique la DWT puis l'algorithme de Run Length Encoding (RLE) pour
compresser des séries ECG issues du jeu MIT-BIH [111]. L’ondelette choisie est la
symlet7, ce qui permet d’obtenir un score ).S = 6.02 avec un facteur de compression

CF =9.75.

Dans [941], différentes ondelettes sont évaluées selon leur capacité a créer des caracté-
ristiques pour classifier des séries temporelles. L’ondelette dbl, ou ondelette de Haar,
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obtient d’excellentes performances malgré sa simplicité (seulement deux coefficients).
Ainsi, nous 'utiliserons pour compresser via DWT comme base de comparaison.

La compression par DWT et celle par DFT sont comparées dans [80] sur des signaux
jouets : la meilleure méthode dépend alors du type de signaux et du type de vague
utilisée par DWT. Les compressions par DCT, DFT et DWT (en utilisant différentes
ondelettes) sont comparées sur le jeu MIT-BIH par [135]. La meilleure approche est la
compression par DCT (CF = 6.58, QS = 0.69), 1égérement meilleure que FFT (CF =
5.31, QS = 0.55). La meilleure approche par DWT utilise 'ondelette coiflets4 (CF =
3.76, QS = 0.45). Ces résultats restent cependant assez proches et limités : le facteur
de compression évalué est faible. Pour ces raisons, nous comparerons DCT, DWT et
FFT dans la suite de ce chapitre.

Nous avons vu dans les chapitres précédents le principe de fonctionnement des autoen-
codeurs et comment ils peuvent étre utilisés pour approximer des fonctions. Les mé-
thodes par transformation par fonction peuvent étre vues comme des autoencodeurs,
I’encodeur étant dans I’exemple du cas de la DFT la fonction FFT, et le décodeur la
fonction iFFT. Dans ce cas, I'encodeur et le décodeur sont non paramétriques. Via des
réseaux de neurones, on peut apprendre les parametres de I’encodeur et du décodeur,
permettant de mieux représenter le jeu de données étudié.

4.2.3 Approches par autoencodeurs

Les autoencodeurs sont tres adaptés a la compression grace a leur architecture : avec
v € RN, 2 =¢(x) , 2 € R le signal projeté par 'encodeur, il suffit de choisir H < N
pour obtenir un systeme de compression. La décompression est naturellement effectuée
par le décodeur pour obtenir & = 1(z).

La performance du systéeme de compression dépend alors du choix de quatre para-
metres : Parchitecture de I'encodeur ¢, celle du décodeur ¢ (souvent symétrique a
celle de I'encodeur, a I'image d’UNet [139]), le facteur de compression (qui peut influer
sur 'architecture de 1’encodeur), et la fonction de cofit de reconstruction qui compare
I’entrée x au signal reconstruit z et qui met a jour les poids de ¢ et de .

4.2.3.1 Architecture de ’encodeur et du décodeur

Les différents types d’architectures d’encodeurs et de décodeurs adaptés aux séries
temporelles ont été présentés dans la section 2.1.3.3. Nous rappelons ainsi que les
principales architectures adaptées sont basées sur des réseaux récurrents, des couches
de convolution ou des modules d’attention. Dans cette section, nous présentons diverses
architectures utilisées pour la compression. Le choix de ’architecture étant dépendant
du type de série temporelle étudiée, nous restreignons notre étude aux signaux de
santé.

[145] utilise un autoencodeur basé sur des couches denses (développées dans la section
2.1.3.2) pour compresser des signaux EEG et EMG issus du jeu de données DEAP
[89]. Le facteur maximal de compression obtenu est de 10, ce qui est assez limité, et la
reconstruction est imparfaite (PRD = 12, QS = 0.83). Cette performance mitigée est
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en partie attribuable aux limitations des architectures basées sur des couches denses
lorsqu’il s’agit de traiter des séries temporelles. En effet, ces architectures ne prennent
pas explicitement en compte les relations temporelles entre les valeurs successives de
la série, ce qui est un inconvénient majeur pour une reconstruction précise.

Ainsi, [183] propose de remplacer les couches denses par des couches de convolution 1D
pour compresser des signaux ECG. La compression est effectuée par une suite de blocs
composés d'une couche de convolution, de BatchNorm et de MaxzPooling, avec une
ReLU comme fonction d’activation. La décompression est effectuée en alternant des
couches de convolution 1D et des couches de sur-échantillonnage pour progressivement
reconstruire la série compressée. Cela permet d’augmenter le facteur de compression
a 32.25 avec une reconstruction fidele (PRD = 2.73, QS = 11.85). On nomme cette
approche CAE. [41] utilisent une architecture similaire pour compresser des signaux
EEG, atteignant un facteur de compression de 62.5 et une faible erreur de reconstruc-
tion (PRD = 1.3, QS = 48.1) sur le jeu de données BCI-IV-2a [27].

En utilisant une seule couche de BatchNorm et de MaxPooling pour la compression,
ainsi que des couches de convolution transposées (ou déconvolution) plutét que la
combinaison convolution et sur-échantillonnage pour la décompression, et la fonction
Tanh comme activation, la méthode proposée par [179] permet d’obtenir un facteur
de compression de 300. Ainsi, les signaux sont représentés par z € R!. Cette forte
amélioration du facteur de compression est cependant au prix d’une reconstruction
moins précise (PRD = 8, QS = 37.5). On nomme cette approche SCAE. En se basant
sur une architecture similaire et en utilisant l'information de 8 canaux conjointement,
[01] atteignent un ratio de compression de 1600 en gardant une bonne reconstruction
(PRD = 31.4, QS = 50.9) sur le jeu de données EMG-8 [5]. Néanmoins, sur des
signaux unidimensionnels, le facteur de compression maximal atteint est de 256, avec
une erreur de reconstruction similaire (PRD = 29.8), résultant en un QS moindre (QS
= 8.6).

Comme présenté dans la section 2.1.3.3, les réseaux récurrents permettent de bien
représenter la temporalité dans les séries. Ainsi, [43] ajoutent une couche contenant
8 cellules LSTM a la fin d’un encodeur similaire a celui proposé par [179]. Ils uti-
lisent cette architecture pour compresser des signaux ECG (jeu de données MIT-BIH
[111]). L’utilisation de LSTM limite le facteur de compression maximal atteignable
(CF = 64) mais permet d’obtenir une reconstruction plus précise (PRD = 4.1, QS
= 15.61). L’intérét des réseaux récurrents reste limité dans la compression : en enle-
vant la couche LSTM, les auteurs obtiennent des performances tres similaires (PRD =
4.16, QS = 15.38), démontrant que 'utilisation des couches récurrentes n’est pas tou-
jours pertinente pour la compression de signaux de santé. On nomme cette approche
CDAE-LSTM.

En se basant sur les travaux de [51], [42] utilisent un encodeur basé sur une suite
de convolutions 1D avec différentes tailles de noyau pour compresser conjointement
des signaux EEG, EMG et ECG (les trois signaux sont compressés par trois branches
indépendantes du réseau). Les représentations sont concaténées pour obtenir le signal
compressé z. z est ensuite séparé en 3, puis chaque partie est décompressée par le
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décodeur, basé sur une suite de convolutions transposées qui reprend les tailles de
noyau de l’encodeur, de maniere symétrique. On obtient alors les trois signaux recons-
titués. Méme sur des signaux unidimensionnels, cette architecture atteint un facteur de
compression tres haut (500), tout en maintenant d’excellentes performances en termes
d’erreur de reconstruction (PRD = 3.62, QS = 138.1). On nomme cette approche
M-DDCAE.

Les méthodes de [135], [53], [183], [179], [43] et [42] sont apprises et évaluées sur le
jeu de données MIT-BIH [111] et sont donc directement comparables. On présente
les résultats de cette comparaison dans le tableau 4.1. Les méthodes utilisant des
autoencodeurs permettent d’atteindre des facteurs de compression significativement
supérieurs a ceux obtenus par approximation de fonction (500 contre 9.75), tout en
gardant une reconstruction plus proche (selon la métrique PRD), résultant en des
scores de qualité QS bien meilleurs (138.1 pour M-DDCAE contre 6.02 pour DWT +
RLE). IIs nécessitent cependant un apprentissage, et ne sont donc a priori fonctionnels
que sur le jeu de données sur lequel ils ont appris. En particulier pour les autoenco-
deurs, I'utilisation de convolutions 1D en compression, et de convolutions transposées
en décompression permet d’obtenir le meilleur compromis entre facteur de compression
atteignable et qualité de la reconstruction. Le facteur de compression est simplement
limité par la taille des signaux : les représentations compressées ne comportent qu'un
ou deux coefficients.

Méthode PRD | CF QS
DCT [135] 9.53 | 6.58 | 0.69
DWT (coif4) [135] | 8.28 | 3.76 | 0.45
FFT [135] 9.34 | 5.31 | 0.69
DWT + RLE [53] | 1.62 | 9.75 | 6.02
CAE [153] 2.73 | 32.35 | 11.85
SCAE [179] 8 300 | 37.5
CDAE-LSTM [13] | 4.1 | 64 | 15.61
M-DDCAE [42] 3.62 | 500 | 138.1

TABLE 4.1 — Performances de différentes architectures de compression sur le jeu de
données MIT-BIT. [42] utilisent des fenétres plus longues (N = 1000).

Toutes les méthodes basées sur des réseaux de neurones utilisent cependant la MSE
comme fonction de cotit, et évaluent leurs résultats via des métriques basées sur cette
mesure d’erreur (PRD, RMSE, QS). Cela ne permet pas d’évaluer la capacité des sys-
temes de compression a garder les informations permettant d’identifier les classes des
séries temporelles. Cependant, minimiser la MSE ne garantit pas nécessairement que
les informations essentielles pour la classification des séries temporelles sont préservées.
En d’autres termes, une faible MSE peut étre obtenue sans nécessairement conserver
les caractéristiques du signal qui sont cruciales pour des taches spécifiques, comme la
classification, comme nous le montrerons au travers de nos expérimentations dans la
suite de ce chapitre.
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4.2.3.2 Le choix de la fonction de coiit de reconstruction

Pour obtenir une reconstruction prenant en compte les caractéristiques discriminantes
des signaux, il faut choisir une fonction de coflit de reconstruction adaptée. Dans ce
but, [143] ajoute deux termes a la fonction de cofit : le premier basé sur le coefficient
de Pearson (pcc), décrit dans 1’équation 2.10, et le second sur la différence entre 1’au-
tocorrélation du signal original et du signal reconstruit. Puisque pce(z, x) = 1, on crée
la fonction de cotit basée sur ce coefficient par :

Lpee(z,2) = MSE(1, pee(z, ©)) (4.15)

L’objectif est de forcer le réseau a reconstruire des signaux suivant les formes et la
structure du signal original.

L’autocorrélation est la convolution d'un signal en utilisant ce méme signal comme
noyau. Elle est définie par :

N
7o (1) = Z TpTh—1 (4.16)
pa

En pratique, cela revient a rechercher des motifs de longueur [/ répétés dans un signal
x. Ainsi, on peut évaluer la capacité du systeme a reproduire les motifs en comparant
I’autocorrélation du signal reconstruit avec celle du signal original. On définit donc,
en fixant préalablement [ :

Loc(x,2) = MSE(r4p,722) (4.17)
Et on obtient la fonction de cotit finale :
L(x,2) = MSE(x,2) + Lpee(x,2) + Loc(z, T) (4.18)

On nomme cette méthode Physics Informed suivant la contribution originale [143].
Cette modification permet par exemple une augmentation de 78% du SNR en appre-
nant un autoencodeur convolutionnel sur un jeu de données de défaut de roulement .
L’amélioration de 'accuracy sur les signaux reconstruits est cependant plus mesurée
et difficile & évaluer car peu commentée par les auteurs : la métrique principale utilisée
pour comparer les approches étant le SNR. Cette approche est a notre connaissance la
seule adaptation de la fonction de cotlit de reconstruction a des séries temporelles.

4.2.4 Conclusion

Alors que les méthodes par dictionnaire demandent un temps de préparation significatif
pour le calcul des proximités entre les fragments du signal, elles offrent 'avantage
d’une grande efficacité en phase de décompression. Cependant, le choix de la taille
et du nombre d’atomes représente un compromis entre le facteur de compression et
I’erreur de reconstruction.

Ainsi, on peut plutot choisir de projeter les séries temporelles via des opérateurs comme
DCT, DWT ou FFT pour représenter la série en coefficients et la compresser avant

2. https://engineering.case.edu/bearingdatacenter /download-data-file
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de reconstruire la série via 'opération inverse. Cette compression crée peu d’erreur
avec des facteurs de compression faibles (inférieurs a 10) et ne requiert pas d’appren-
tissage, mais obtient de moins bonnes performances qu’en apprenant la fonction de
compression et de décompression via un autoencodeur basé sur des réseaux de neu-
rones. Ceux-ci permettent d’obtenir une compression adaptée au jeu de données, avec
de hauts facteurs de compression, en particulier en utilisant des architectures convo-
lutionnelles.

Si la fonction de cotit choisie est généralement la MSE, I'intérét de I'adapter au type de
données est illustré par [143], qui ajoute un terme de corrélation et de similarité d’au-
tocorrélation pour mieux reproduire les motifs caractéristiques des séries temporelles.
Suivant ce constat, nous proposons d’utiliser DTW comme fonction de cotit de recons-
truction. Nous forgons ainsi I'autoencodeur a reconstruire des signaux en prenant en
compte la temporalité de ceux-ci, mais ne le pénalisons pas si les signaux originaux et
reconstruits présentent des motifs légerement décalés. Puisque DTW n’est pas diffé-
rentiable, nous utilisons nos approximations présentées au chapitre précédent.

Enfin, nous soutenons que les performances dans une tache downstream sur les données
reconstruites devrait étre la métrique prépondérante. En effet, dans tous les systemes
de compression, le but est de faciliter et d’accélérer le transfert et le stockage de
données. Néanmoins, la tache initiale pour laquelle les données ont été obtenues reste
I'objectif, et la validité de la compression devrait étre évaluée selon cet objectif, ce
que nous ferons dans la suite de ce chapitre, en choisissant la classification de sommeil
comme objectif.

4.3 Meéthode proposée pour compresser les signaux

4.3.1 Architecture générale

Algorithm 5 Boucle d’apprentissage du systeme de compression a chaque mini-batch
pour une métrique donnée.

Entrée Mini-batch D, encodeur ¢, décodeur 1, fonction de cofit £

Sortie Mise a jour de ¢, ¥

for V(r)in D do :

z < ¢(x) >z € R
2y < upsampling(z) > 2, € RY
T (2u)
Loss < L(z,x)

end for

Mise a jour de ¢, 1 selon Loss

Dans cette section, nous expliquons notre méthode pour apprendre la compression de
signaux. L’architecture globale de notre pipeline de classification avec compression est
présentée dans la figure 4.1. Chaque signal z € RY du jeu de données est d’abord
encodé par I'encodeur ¢ pour obtenir la représentation compressée (ou code) z € R,
On simule ensuite un transfert vers la base de données stockant les codes. Pour obtenir
le signal reconstruit, on sur-échantillonne le code pour obtenir a nouveau la taille
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FIGURE 4.1 — Schéma du pipeline de classification de données compressées puis re-
construites.
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FIGURE 4.2 — Zoom sur 'architecture du systéme de compression.

initiale de € RY puis le décodeur ¢ tente de reconstruire le signal original. On obtient
alors le jeu reconstitué D,... Ensuite, chaque signal dans D,... est envoyé a un classifieur
pour effectuer la tache finale voulue : ici la classification d’état du sommeil.

Le systétme de compression est détaillé dans la figure 4.2. Un signal x € RY est
extrait du jeu de données pour étre compressé par I'encodeur ¢. Pour rétablir le signal
original, z est sur-échantillonné jusqu’a sa taille d’origine, puis envoyé au décodeur v .
Une fonction de cofit compare le signal décodé & € RY au signal original pour calculer
I’erreur de reconstruction. Via une descente de gradient, on met alors a jour les poids
de 'encodeur et du décodeur.

Les différentes étapes de 'apprentissage de la compression et de la reconstruction des
signaux sont détaillées dans I'algorithme 5. Un signal x € RY est extrait du jeu de
données et encodé en z € R¥ par I'encodeur ¢. Il est ensuite sur-échantillonné en
2, € R” puis décodé par 1 pour obtenir . On obtient l’erreur de reconstruction via
la fonction de cotit de reconstruction £ entre x et & pour mettre a jour les poids de ¢

et 1.
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4.3.2 Choix de la fonction de coiit

Nous avons présenté précédemment I'importance de la fonction de cofit de reconstruc-
tion dans ’apprentissage d’un systeme de compression. Puisque nous voulons com-
presser et décompresser des signaux de santé, nous utilisons DTW pour comparer
les signaux originaux et reconstruits. Cependant, nous ne pouvons pas utiliser DTW
comme tel car I’algorithme n’est pas différentiable. A la place, nous avons recours a
des approximations de DTW que nous avons présentées dans le chapitre précédent,
a savoir ’architecture siamoise DeepDTW Siamese et directe DeepDTW Direct. Pour
ne pas perturber I'apprentissage du systéeme de compression et éviter des fuites de
données, nous figeons les poids de ces approximations de DTW. Autrement dit, lors
de 'apprentissage, ces poids demeurent constants, de sorte que les mises a jour via
descente de gradient soient effectuées uniquement sur les poids de I’encodeur ¢ et du
décodeur 1) du systeme de compression. L’objectif de 'apprentissage est alors d’ajuster
les poids de ) et ¢ suivant :

Iqriiqpn DeepDTW (z,¢(o(x)) (4.19)

avec DeepDTW nos approximations de DTW présentées au chapitre précédent.

Dans le chapitre précédent, nous avons montré que l'architecture directe (DeepDTW
Direct) obtenait de meilleurs résultats, notamment sur la tache de recherche de sé-
ries similaires (les résultats sont présentés dans la section 3.4.4.1). Cependant, nous
comparons quand méme les deux architectures. En effet, nous n’utilisons plus DTW
pour comparer et ranger des séries, mais pour quantifier la qualité de la reconstruction
d’un signal. Ainsi, 'architecture siamoise, qui applique la méme projection au signal
original x qu’au signal reconstruit z, permet de bien comparer I'information présente
dans les deux signaux.

4.3.3 Architecture de ’encodeur-décodeur

De nouveau, le choix de I’encodeur est important pour obtenir une bonne compression.
Nous avons ici besoin d’'un modele capable de bien modéliser les séries temporelles,
pour en garder l'information importante lors de la compression, mais aussi d’étre
capable de retrouver le signal initial. Nous souhaitons aussi que le taux de compression
soit facilement modifiable pour simplifier les applications concretes du systeme. Enfin,
nous envisageons d’utiliser le compresseur pour de tres longues séries temporelles :
nous souhaitons éviter les architectures auto-régressives, dont le temps d’exécution et
le risque d’erreur augmente avec la taille des séries.

Pour toutes ces raisons, nous choisissons ainsi de baser notre architecture d’encodeur-

décodeur sur le Temporal Convolutional Autoencoder (TCN-AE) [170], que nous avons
présenté dans la section 2.1.3.4. En plus de satisfaire les criteres précédents, le réseau
a été utilisé avec succes pour la détection d’anomalies dans les ECG [170], témoignant

de sa capacité a bien reconstruire les signaux de santé.

Saagie - Université Rouen Normandie 112



4.3.4 Apprentissage

Pour toutes les expériences, nous définissons notre encodeur comme un TCN-AE avec
6 piles de convolutions. Ce choix est déterminé expérimentalement selon le score sur
le jeu de validation. Les facteurs de dilatation ¢, sont respectivement 1,2,4.8 16,32,
conformément & la publication originale [170]. Le décodeur est le méme réseau, mais
avec les facteurs de dilatation inversés. Nous optimisons les deux réseaux avec l'opti-
miseur Adam et un taux d’apprentissage [r = le — 4. Nous fixons la taille du batch a
64 et entrainons I’encodeur pendant 20 epochs.

4.4 Résultats expérimentaux

4.4.1 Comparaisons avec les approches non paramétriques

Dans cette section, nous comparons les performances de notre méthode avec celles des
algorithmes de compression par transformation, FF'T, DCT et DWT.

Pour la compression via FFT, nous utilisons la fonction resample de la librairie scipy®.
Cette fonction prend en entrée la série temporelle € R”Y et le nouveau nombre
d’échantillons voulu H. Elle calcule x4, = FFT(z) € RY, puis, si H > N (sur-
échantillonnage) applique le padding & x ¢4, sinon (sous-échantillonnage) sélectionne
les H coefficients les plus importants. Enfin, on obtient @ esampieda = 1EFT (2 freq)-
Dans notre cas, on utilise cette fonction 2 fois : on sous-échantillonne pour obtenir
la représentation compressée z = Tyesampled € R puis on sur-échantillonne z pour
obtenir Z. Nous nommons cette méthode FFT-resampling (FFT-r).

La compression via DCT est de nouveau réalisée via scipy’. On obtient directement
z = dct(zx) de taille souhaitée en passant H en entrée de la fonction, puis on calcule

T =idct(z).

Enfin, la compression via DWT est effectuée via la fonction downcoef de la librairie
PyWavelets . On choisit le niveau de décomposition (c’est-a-dire le nombre d’applica-
tions de la transformation) pour obtenir la taille H souhaitée. La reconstruction est
faite via la fonction inverse upcoef, avec les mémes parametres.

Nous choisissons 3 facteurs de compression (CF) différents : 8, 32 et 64. Cela permet
d’illustrer la capacité de notre architecture a bien compresser des séries a différents taux
de compression avec pour seul changement la couche de MazPooling finale (bien qu’il
faille réapprendre le modele pour chaque taux de compression donné). Nous utilisons
dans un premier temps les métriques usuelles de systeme de compression : RMSE,
SNR et QS. Nous présentons les résultats sur le jeu de données SleepEDF-78 dans le
tableau 4.2.

Selon ces métriques, notre méthode est largement moins bonne que les approches non
paramétriques, et en particulier inférieure au ré-échantillonnage via FET (FEFT-r),

3. https://docs.scipy.org/doc/scipy/index.html
4. https://docs.scipy.org/doc/scipy /reference/generated /scipy.fft.dct.html
5. https://pywavelets.readthedocs.io/en/latest /ref/dwt-discrete-wavelet-transform.html
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Method CF | RMSE | | SNR 1| QST
8 0.36 3.22 0.12
DCT 32 0.44 1.50 0.35
64 0.46 1.02 0.72
8 0.07 18.11 | 0.64
DWT (dbl) 32 0.10 14.46 | 1.69
64 0.12 13.26 | 2.95
8 0.06 19.16 | 0.73
FFT-r 32 0.09 15.29 | 1.86
64 0.11 13.69 | 3.09
8 0.51 5.01 0.14
TCN-AE, DeepDTW-S | 32 0.84 0.77 | 0.35
64 1.05 -0.9 0.58

TABLE 4.2 — Résultats d’algorithmes non paramétriques et de notre méthode selon
les métriques usuelles de compression, sur le jeu SleepEDF-78

qui est meilleur selon tous les critéeres. Néanmoins, nous rappelons que ces métriques
se basent sur la distance euclidienne pour comparer les signaux reconstruits avec les
signaux originaux, tandis que notre méthode (TCN-AE DeepDTW-S) est apprise en
utilisant une approximation de DTW en fonction de cofit.

Ces résultats vont de plus a I’encontre de I'intuition que nous avons en regardant les
signaux reconstruits, affichés dans la figure 4.3. En effet, le signal reconstruit par la
DCT semble tres mauvais, ne suivant aucun des motifs caractéristiques des signaux
de sommeil. Celui reconstruit par DW'T suit davantage la tendance globale, mais la
perte d’informations due a la reconstruction est visuellement significative. Seul le signal
compressé par ré-échantillonnage par FF'T s’approche convenablement du signal origi-
nal. Enfin, celui reconstruit par notre méthode s’appuyant sur ’architecture siamoise
d’approximation de DTW comme fonction de cofit semble bien suivre la tendance du
signal original, mais ajoute du bruit au signal reconstruit. Ainsi, dans la suite de ce
chapitre, nous évaluons la compression via le score de classification obtenu sur les
données compressées puis reconstruites.

4.4.2 Classification sur les données reconstruites

Dans cette section, nous évaluons les performances de systemes de compression en
compressant puis décompressant des signaux. Nous apprenons ensuite un modele de
classification sur les données reconstruites. En inférence, la compression et la décom-
pression sont deux opérations indépendantes, réalisées par deux modeles différents.
Ainsi, plus le score obtenu par le modele de classification sur les données reconstruites
est haut, plus cela montre que le systeme de compression a réussi a garder les infor-
mations discriminantes des signaux.
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F1GURE 4.3 — Comparaison entre les signaux originaux et reconstruits apres com-
pression (C'F = 32) et décompression par notre méthode (TCN-AE avec DeepDTW
Siamese comme fonction de cotit), DCT, FFT-r et DWT

4.4.2.1 Apprentissage de la classification de sommeil

Nous spécialisons notre systeme de compression sur des données de sommeil. En effet,
ce sont des séries longues (plusieurs heures de sommeil) échantillonnées a 100 Hz,
créant ainsi de tres longs signaux. Par exemple, un enregistrement de 8 heures de
sommeil est représenté par un signal de 2 880 000 points par canal. Si la classification
d’état du sommeil restreint la taille des signaux a 3000 points au minimum, ce n’est
pas nécessairement le cas de toutes les taches liées a ces données.

La tache de classification du sommeil étant cependant tres importante et représentée
dans la littérature (comme nous 'avons développé dans la section 2.2), nous validons
nos systemes de compression via cette tache.

Le protocole est le suivant :

— Apprentissage du modele de compression sur le jeu d’entrainement Dy,..;, via la
fonction de colit de reconstruction L.

— Arrét anticipé de 'apprentissage en suivant les valeurs de £ sur le jeu de valida-
tion pour éviter le sur-apprentissage.

— Compression et décompression des jeux Dyyqin, Dyar €6 Diest pour obtenir les jeux
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de données reconstruits Drecy.qin, Drecyq et Drecies

— Apprentissage du classifieur sur le jeu Drecy,qn, avec arrét anticipé selon le score
MF'1 sur Drecyqy

— Evaluation du classifieur sur le jeu Drecies

Naturellement, dans le cas des méthodes ne nécessitant pas d’apprentissage (DCT,
DWT et FFT-r), les 2 premieéres étapes sont ignorées.

En particulier, pour classifier le sommeil, nous utilisons le SorsNet, présenté dans la
section 3.3.3.1. Cette fois, nous utilisons tout le réseau, comme proposé dans [159], avec
un dropout de 30%. Nous utilisons la fonction de colit Cross Entropy et I'optimiseur
Adam pour mettre a jour les poids de notre modele avec un taux d’apprentissage de
le~*. Le SorsNet est appris de zéro, avec un arrét anticipé si le score MF1 ne s’améliore
pas sur le jeu de validation pendant 10 epochs consécutives. L’apprentissage dure au
maximum 100 epochs. Notre objectif est ici de comparer des méthodes de compression,
pas d’améliorer 1’état de 'art de la classification du sommeil. Ainsi, nous ne faisons pas
de recherche d’hyperparametres et utilisons le méme classifieur et la méme méthode
d’apprentissage de classification pour tous les systemes de compression.

4.4.2.2 Sur SleepEDF-78

Nous comparons ainsi les algorithmes DCT, FFT-r et DWT a notre méthode TCN-
AE. Nous utilisons différentes fonctions de cotit de reconstruction pour notre archi-
tecture : MSE, softDTW, Physics Informed (PI), LDPS, et les approches proposées
dans le chapitre précédent : DeepDTW Siamoise (DeepDTW-S) et DeepDTW Directe
(DeepDTW-D). Nous utilisons pour les approches LDPS et DeepDTW les poids des
modeles appris sur le jeu de données SleepEDF-78 : les méthodes et les parametres
d’apprentissage sont décrits dans le chapitre précédent. Nous prenons soin de conserver
les séparations du jeu de données D effectuées pour I'apprentissage de nos approxima-
tions de DT'W pour éviter toute fuite de données.

Nous affichons les résultats dans le tableau 4.3. Pour référence, nous présentons le score
obtenu par le SorsNet sur les données originales (non compressées). Avec un taux de
compression de 8, notre architecture apprise via la DeepDTW Siamoise obtient le
meilleur score de classification du sommeil, montrant que les données compressées ont
conservé le plus d’'informations. La tache semble assez facile a ce taux, et toutes les
méthodes sauf la DCT sont proches, entre 4 et 8 pp en dessous des résultats sur les
données originales. Avec des taux plus élevés, la fonction de cotit LDPS obtient des
résultats légerement meilleurs que notre approche Siamoise. De plus, 'écart devient
plus significatif entre ces méthodes et les autres a mesure que la tache se complexifie.
Avec un taux de compression de 32, LDPS et notre méthode basée sur la DeepDTW-
S sont autour de 3 pp supérieures a la méthode basée sur la DeepDTW-D et 7 pp
supérieures aux autres méthodes. Enfin, avec un taux de compression de 64, la majorité
des méthodes sont environ 11 pp inférieures a LDPS et notre approche siamoise, et
8 pp en dessous de notre approche directe. Nous remarquons aussi que les résultats
des approches utilisant notre autoencodeur sans nos approximations de DTW sont
quasiment identiques a ceux de FFT-r et DWT. Cela illustre que si la fonction de cofit
de reconstruction n’est pas adaptée, 'autoencodeur TCN-AE se comporte comme un
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Balanced Accuracy / MF1 sur SleepEDF-78 par SorsNet
Données originales : 0.73/0.73

Modele CF =8 CF = 32 CF =64
DCT 0.59/0.59 | 0.49/0.48 | 0.42/0.41
DWT 0.66/0.66 | 0.53/0.51 | 0.45/0.41
FFT-r 0.65/0.66 | 0.54/0.52 | 0.44/0.43
TCN-AE MSE 0.65/0.65 | 0.53/0.50 | 0.44/0.42
TCN-AE PI 0.66/0.66 | 0.54/0.51 | 0.45/0.44
TCN-AE SoftDTW 0.65/0.65 | 0.54/0.52 | 0.45/0.42
TCN-AE LDPS 0.67/0.67 | 0.61/0.61 | 0.58/0.58
TCN-AE DeepDTW-D | 0.65/0.65 | 0.57/0.56 | 0.53/0.52
TCN-AE DeepDTW-S | 0.68/0.68 | 0.60/0.59 | 0.56/0.56

TABLE 4.3 — Score de classification d’état du sommeil sur SleepEDF-78. Les signaux
sont compressés par différents modeles avec le facteur de compression CF puis dé-
compressés avant d’étre utilisées par un classifieur pour 'apprentissage et le test. La
classification est apprise 3 fois et le score moyen est affiché.

autoencodeur linéaire.

4.4.2.3 Avec d’autres classifieurs

Nous avons montré qu’utiliser nos approximations de DTW en tant que fonction de
cout améliore le score de classification de sommeil sur les données reconstruites, et
donc permet de compresser les signaux en gardant plus d’informations.

Dans cette section, nous cherchons a évaluer I'universalité de cette amélioration en exa-
minant son impact en utilisant d’autres classifieurs. Il est en effet possible que notre
systeme soit biaisé, optimisant uniquement la reconstruction des signaux en fonc-
tion des caractéristiques spécifiques exploitées par SorsNet pour distinguer les états
de sommeil. Pour éliminer ce biais potentiel, nous reproduisons 1’expérience en substi-
tuant SorsNet par deux autres classifieurs de sommeil : 1D-CNN [55] et AttentionSleep
[54].

Le 1D-CNN est une architecture simple et 1égere comprenant 3 blocs de convolution.
Chacun contient une couche de convolution 1D, une couche de BatchNorm, une ac-
tivation ReLLU et une couche de MazPooling. Cette architecture ne comprend aucun
module spécifiquement construit pour représenter la temporalité des données. Nous le
sélectionnons justement pour cette simplicité.

L’extracteur de caractéristiques du modele AttentionSleep est aussi basé sur des couches
de convolutions, mais I’encodeur temporel est composé de couches d’attention. Ce mo-
dele sera décrit en détail dans le chapitre 5. Utiliser ce réseau nous permet d’étudier la
capacité de nos systémes de compression a conserver la temporalité des signaux.

Pour une comparaison équilibrée, nous utilisons la méme fonction de cofit pour tous
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nos classifieurs :
celui de SorsNet.

la Cross Entropy, et 'apprentissage se fait de maniére identique a

Balanced Accuracy / MF1 sur SleepEDF-78 par AttentionSleep
Données originales : 0.72/0.72
Reconstruction CF =8 CF = 32 CF =64
DCT 0.58/0.59 | 0.50/0.50 0.44/0.44
DWT 0.66/0.65 | 0.55/0.53 0.46/0.44
FFT-r 0.65/0.65 | 0.54/0.52 0.44/0.42
TCN-AE MSE 0.60/0.60 | 0.56/0.54 0.46/0.44
TCN-AE Soft DTW 0.66/0.65 | 0.57/0.54 0.47/0.43
TCN-AE LDPS 0.66/0.66 | 0.61/0.61 | 0.58/0.58
TCN-AE DeepDTW-D | 0.62/0.63 | 0.54/0.53 0.50/0.50
TCN-AE DeepDTW-S | 0.67/0.67 | 0.60/0.59 0.56/0.55

TABLE 4.4 — Score de classification d’état du sommeil sur SleepEDF-78 par Atten-
tionSleep sur signaux compressés puis reconstruits.

Balanced Accuracy / MF1 sur SleepEDF-78 par 1D-CNN
Données originales : 0.71/0.71

Reconstruction CF =8 CF = 32 CF =64
DCT 0.58/0.58 | 0.46/0.46 | 0.41/0.41
DWT 0.64/0.63 | 0.53/0.51 | 0.39/0.38
FFET-r 0.63/0.64 | 0.52/0.51 | 0.43/0.41
TCN-AE MSE 0.58/0.57 | 0.52/0.51 | 0.44/0.41
TCN-AE Soft DTW 0.63/0.63 | 0.56/0.54 | 0.45/0.42
TCN-AE LDPS 0.65/0.65 | 0.59/0.59 | 0.57/0.57
TCN-AE DeepDTW-D | 0.62/0.62 | 0.51/0.50 | 0.48/0.48
TCN-AE DeepDTW-S | 0.66/0.65 | 0.59/0.58 | 0.54/0.54

TABLE 4.5 — Score de classification d’état du sommeil sur SleepEDF-78 par 1D-CNN
Sur signaux compressés puis reconstruits.

Nous présentons les résultats obtenus par le classifieur AttentionSleep dans le tableau
4.4 et ceux obtenus par le 1ID-CNN dans le tableau 4.5. Les résultats sont globalement
similaires a ceux obtenus via le SorsNet. Le modele 1D-CNN obtient des résultats
légerement en dessous du SorsNet et de I’AttentionSleep, mais qui suivent la méme
tendance : notre méthode TCN-AE apprise via DeepDTW Siamoise permet au classi-
fieur de mieux distinguer les classes des signaux reconstruits a un taux de compression
de 8, alors que TCN-AE utilisant LDPS comme fonction de cotit obtient les meilleurs
résultats quand la tache devient plus difficile.

4.4.2.4 Sur un autre jeu de données

Comme nous 'avons fait au chapitre précédent, nous étudions si les capacités de com-
pression et de reconstruction de notre modele peuvent s’étendre a d’autres jeux de
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Reconstruction Balanced Accuracy | MF1
Données originales 0.75 0.76
MSE 0.56 0.56

Soft DTW 0.56 0.55
LDPS 0.61 0.61
DeepDTW-D 0.53 0.54
DeepDTW-S 0.61 0.60

TABLE 4.6 — Score de classification d’état du sommeil (5 classes) sur SHHS par SorsNet
sur signaux compressés puis reconstruits avec un facteur de compression de 32. Nos
méthodes et LDPS sont apprises sur SleepEDF-78.

données. Nous apprenons et évaluons notre méthode de compression et nos modeles de
la méme maniere que précédemment dans le chapitre sur le jeu de données SHHS.

Les résultats sur le jeu de données SHHS sont présentés dans le tableau 4.6. On rappelle
ici que nos méthodes d’approximation de DTW (DeepDTW-D, DeepDTW-S), ainsi
que LDPS, n’ont pas été apprises sur le jeu de données SHHS mais sur le jeu SleepEDF-
78 et ne sont pas finetunées. Malgré cela, LDPS et notre méthode siamoise permettent
quand méme de mieux classifier les données reconstruites. L’approximation directe,
qui généralise moins bien, est cependant impactée et obtient de moins bons résultats

que la MSE et la Soft DTW.

4.5 Conclusion

La popularisation de dispositifs médicaux portables crée un volume significatif de séries
temporelles qu’il faut déplacer et stocker. Compresser les séries temporelles permet de
significativement faciliter ces taches en réduisant la taille des séries. Cependant, il est
nécessaire que l'information permettant de réaliser la tache associée aux séries soit
conservée pendant la compression et la décompression.

Nous avons présenté dans ce chapitre une méthode permettant de compresser des séries
temporelles en s’assurant de minimiser les pertes de performances d’un classifieur sur
les données reconstruites. En s’inspirant des travaux connexes de la littérature, nous
avons appris la tache de compression via un autoencodeur, composé d'un encodeur basé
sur des convolutions 1D, et d’un décodeur basé sur des convolutions transposées. Cela
nous permet d’obtenir un facteur de compression haut et paramétrable. Nous avons
remplacé la MSE, usuellement utilisée comme fonction de cofit de reconstruction, par
nos approximations de DTW. Nous avons ainsi obtenu une métrique d’erreur plus
adaptée aux séries temporelles.

Nous avons appris la compression sur le jeu de données de classification du sommeil
SleepEDF-78. Nous avons montré que notre proposition permet d’obtenir un score de
classification sur les données reconstruites significativement plus élevé que les méthodes
de compression usuelles (DCT, DWT et FFT). Nous avons aussi montré qu’utiliser
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notre approximation siamoise de DTW en tant que fonction de cotit permet d’obtenir
un meilleur score de classification qu’en utilisant la MSE ou soft DTW, et des perfor-
mances quasi identiques a l'utilisation de LDPS. Enfin, nous avons illustré que ces
résultats sont indépendants du choix du classifieur, et que nous pouvons les étendre a
des jeux de données similaires.
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Chapitre 5

Projet PANDORE-IA : détection

de Pimpact du COVID long sur le
sommeil
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Projet PANDORE-IA : détection de
’impact du COVID long sur le som-
meil

5.1 Introduction

L’'une des particularités du COVID-19 est la présence de symptomes plusieurs mois
apres l'infection : on parle alors de COVID long [418], condition concernant au moins
10 % des personnes infectées par le virus SARS-CoV-2, soit 65 millions de personnes
dans le monde [13]. Les symptdmes sont extrémement variés, notamment douleur dans
la poitrine et palpitations, toux, nausée, perte de mémoire et insomnie chronique [47].
L’insomnie chronique est la perturbation du sommeil la plus commune chez les per-
sonnes atteintes de COVID long [112]. Afin de contribuer a la recherche d'un traite-
ment pour les patients concernés, il est nécessaire de mieux comprendre 'impact du
COVID long sur le sommeil. En particulier, il est intéressant de déterminer si I'in-
somnie chronique liée au COVID differe de I'insomnie chronique usuelle, c¢’est-a-dire
si elle résulte de modifications du sommeil dues au COVID long, ou si elle est causée
par le choc de la phase aigué de la maladie. En particulier, I’étude de polysomnogra-
phies, enregistrements de 'activité cérébrale pendant le sommeil, pourrait permettre
d’identifier des marques du COVID long. Cependant, une étude préliminaire utilisant
des statistiques extraites de polysomnographies n’a pas suffi a séparer une population
de personnes souffrant d’insomnie chronique non liée au COVID d’une population de
personnes souffrant d’insomnie chronique apres infection du COVID [140].

Nous proposons donc, dans le cadre du projet PANDORE-IA | partenariat entre ’entre-
prise Saagie ' et 'unité de recherche VIFASOM #, d’utiliser des modeles de classification
de sommeil pour distinguer les enregistrements de sommeil des individus insomniaques
qui sont affectés par le COVID de ceux qui ne le sont pas.

Pour ce faire, et en se basant sur [140], nous avons créé, a l'aide de 1'hopital Hotel
Dieu, un ensemble de données constitué de polysomnographies réalisées sur des pa-
tients souffrant d’insomnie induite par le COVID long. Pour chaque polysomnographie
effectuée sur des patients atteints de COVID long, nous incluons les signaux de deux
patients controles souffrant d’insomnie chronique, mais pas de COVID long. Cette
démarche vise a déterminer si l'insomnie induite par le COVID long est différente
d’autres formes d’insomnie chronique. Nous mettons ce jeu de données a la disposition
de la communauté. C’est a notre connaissance le premier jeu de données de polysomno-
graphies contenant des enregistrements de sommeil de personnes souffrant de COVID
long.

Ensuite, parce que les caractéristiques spécifiques du COVID long pourraient varier
selon le stade du sommeil, nous étiquetons les signaux de polysomnographie en suivant
les recommandations de I’AASM [74]. Ceci nous permet de réaliser une classification

1. https://www.saagie.com/fr/
2. https://www.frcneurodon.org/unite-vifasom/
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automatique des stades de sommeil sur cet ensemble de données, puis de comparer
divers algorithmes a I’état de ’art sur ce jeu. Le fait que chaque patient souffre d’in-
somnie chronique avec divers symptomes rend la tache de classification automatique
des stades de sommeil difficile, et donc intéressante pour la communauté.

Enfin, nous abordons le probleme de la détection de I'impact du COVID long sur le
sommeil. Nous comparons la macro-architecture® du sommeil des deux populations,
y compris le temps passé éveillé apres le début du sommeil (Wake After Sleep On-
set), lefficience du sommeil (Sleep Efficiency) et le temps passé dans divers stades
de sommeil. Nous montrons que ces parametres sont insuffisants pour discriminer les
patients souffrant d’insomnie induite par le COVID long de ceux atteints d’insomnie
chronique. Nous apprenons également des modeles de classification pour prédire si des
fenétres de polysomnographies proviennent de patients infectés par le COVID long
ou non. Nous utilisons des modeles spécifiquement congus pour la classification des
stades de sommeil et découvrons que les stades de sommeil N3 et REM semblent les
plus affectés par le COVID long. Cependant, ces résultats restent limités du fait de la
forte variance entre les patients.

Dans ce chapitre, nous présentons le projet PANDORE-TA, en nous intéressant au
contexte, acteurs et objectifs du projet. Nous faisons un bref état de 'art de I'étude
de impact du COVID long sur le sommeil. Ensuite, nous expliquons le processus
de collecte du jeu de données extrait du projet PANDORE-IA que nous mettons a
disposition de la communauté. Nous nommons le jeu de données COVISLEEP. Nous
comparons différentes approches de classification du sommeil a I'état de 'art afin de
déterminer la plus adaptée a notre jeu de données. Enfin, nous explorons la détection
du COVID long dans des enregistrements de sommeil, d’abord a 1’aide de statistiques
descriptives, puis en appliquant une classification binaire.

5.2 Projet PANDORE-IA

Le projet PANDORE-IA, collaboration entre la société Saagie, le laboratoire VIFA-
SOM et l'institut IRBA, vise a développer des méthodes d’intelligence artificielle pour
analyser des données physiologiques (EEG) dans le contexte de la recherche biomé-
dicale. [’équipe mixte de chercheurs, ingénieurs et médecins concevra des modules
logiciels (plateforme Saagie) et modeles prédictifs (algorithmes de Machine Learning)
pour répondre aux besoins d’experts de la santé (VIFASOM). Nous présentons les
différents acteurs du projet dans la suite.

5.2.1 Acteurs du projet

Saagie est une société se spécialisant dans la facilitation de la transition numérique en
aidant les entreprises a surmonter les obstacles techniques associés au Big Data. En
plus de fournir des services a une variété de clients, tant frangais qu’internationaux
(comme Vente privée, Johnson & Johnson, Icade, Caisse d’Epargne Normandie, Fer-
rero, Bouygues Energies Services, Matmut, etc.), Saagie a également mis en place sa

3. c’est-a-dire des statistiques liées aux états du sommeil et non aux enregistrements des capteurs
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propre plateforme Big Data. Cette solution clé en main, compléte et axée sur des appli-
cations spécifiques, permet aux entreprises de tous les secteurs de maximiser la valeur
de leurs données et de créer de nouvelles opportunités de croissance [19]. L’équipe de
Saagie est multidisciplinaire et comprend des data scientists, des développeurs, des ar-
chitectes de données et des experts dans divers domaines, en plus d’un département de
recherche. Ce dernier est axé sur trois domaines principaux : 'apprentissage faiblement
supervisé, 'apprentissage multimodal et I’explicabilité des modeéles. Il vise également a
intégrer de nouvelles technologies liées a I’apprentissage profond dans le produit Saagie
et a accroitre la visibilité de I’entreprise par le biais de compétitions.

L’Institut de Recherche Biomédicale des Armées (IRBA), situé a Brétigny-sur-Orge
en Ile-de-France, est un centre de recherche spécialisé du Service de Santé des Armées.
Il est dédié a la recherche médicale, avec un focus particulier sur les conditions et les
environnements dans lesquels les forces armées opérent, y compris les risques associés
au nucléaire, a la radiologie, a la biologie et a la chimie. Fondé en 2009, 'TRBA a
combiné les ressources de quatre établissements de recherche dans le but d’améliorer
la santé des militaires. L’institut a une double mission. D’une part, il répond aux
besoins spécifiques identifiés par les hauts commandements militaires et le service
de santé des armées pour protéger le personnel militaire. D’autre part, il travaille
a anticiper les futurs besoins et a renforcer les mesures médicales pour faire face a
diverses contraintes opérationnelles. La combinaison de l'expertise scientifique et de
la connaissance du contexte militaire distingue 'IRBA et lui donne une place unique
dans le domaine de la recherche en France.

Fondée en 2013 a I’Université Paris Descartes, 1’équipe de recherche EA 7330 VIFA-
SOM (Vigilance Fatigue Sommeil et santé publique) est codirigée par le Professeur
Damien LEGER et Mounir CHENNAQOUI de I'Institut de Recherche Biomédicale des
Armées. Elle compte environ une vingtaine de chercheurs de 'TRBA et de I'université,
spécialisés dans divers aspects liés au sommeil, comme 1’épidémiologie, les impacts de
la privation de sommeil sur la vigilance, la performance et le risque de blessure, entre
autres.

Le projet est financé dans le cadre du dispositif RAPID par la Direction Générale des
Armées (DGA).

Dans la suite, nous rentrons dans le détail des objectifs scientifiques du projet.

5.2.2 Objectifs scientifiques du projet
Le projet PANDORE-TA est axé sur trois taches principales :

— La détection de fatigue durant la conduite. En utilisant des EEGs obtenus via
bandeau Dreem pendant un test de conduite, on cherche a prédire la perte de
vigilance des conducteurs. On identifie une perte de vigilance selon les erreurs
commises par le volontaire durant le test de conduite (sortie de route).

— La détection de l'impact de la caféine sur les performances de conduite. Des
volontaires participent a deux tests de conduite : le premier en soirée et le
deuxiéme apres une nuit avec restriction totale de sommeil. Une partie des vo-
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lontaires consomme de la caféine avant le deuxieme test, tandis que I'autre partie
consomme un placébo. L’objectif est alors d’illustrer I'impact de la caféine sur
les performances de conduite sur des volontaires en manque de sommeil.

— La détection de I'impact du COVID long sur le sommeil de patients insom-
niaques. L’objectif de la tache est de comparer, grace a des modeles de Machine
Learning, les polysomnographies de patients insomniaques souffrant de COVID
long (dits sujets) et de patients insomniaques non infectés par le virus (dits
controles) pour identifier des différences sur les signaux de sommeil des patients
affectés par le COVID long, et ainsi aider a développer un traitement adapté.

Dans ce manuscrit, nous présenterons les travaux réalisés sur la troisieme tache : la
détection de I'impact du COVID long sur le sommeil. Celle-ci est séparée en deux
phases principales : I'obtention et la préparation du jeu de données, et I’étude de
I'impact du COVID long.

Nous commencons par présenter un état de 'art de la détection du COVID.

5.3 Etat de Part : détection du COVID long

Le COVID long (parfois appelé séquelles post-aigués du COVID-19) est une affection
multi-systémique comprenant souvent des symptomes graves qui suivent une infec-
tion par le syndrome respiratoire aigu coronavirus 2 (SARS-CoV-2) [48], touchant au
moins 65 millions de personnes dans le monde [13]. Le COVID long est défini par World
Health Organization (WHQO) comme la poursuite ou 'apparition de nouveaux symp-
tomes 3 mois apres 'infection initiale, ces symptomes persistant pendant au moins
2 mois sans autre explication [158]. Les symptomes du COVID long sont nombreux
et disparates [47]. En particulier, I’étude internationale sur le sommeil et le COVID
(ICOSS-IT) a découvert que les symptomes d’insomnie, la fatigue et la somnolence
diurne excessive étaient parmi les plaintes les plus courantes liées au COVID long
[108]. Selon [112], 25% des patients se plaignent de troubles de sommeil, dont 22.2%
d’insomnies.

L’insomnie est définie comme une difficulté a initier ou a maintenir le sommeil, ou
un sommeil non réparateur, et comme causant une détresse cliniquement significative
ou une altération du fonctionnement social et professionnel [133]. L’'insomnie est dite
chronique quand elle se manifeste au moins 3 fois par semaine et depuis au moins 3
mois [81]. Bien que ce soit un dysfonctionnement du sommeil, I'insomnie chronique
n’est usuellement pas diagnostiquée par polysomnographie [97]. A notre connaissance,
seul le jeu de données Sleep-Telemetry (sous-partie du jeu SleepEDF) est constitué de
polysomnographies des nuits de sommeil de patients insomniaques (voir 2.2.1.2).

Du fait du manque de polysomnographies de personnes insomniaques et pour étudier
I'insomnie chronique liée au COVID long, [140] ont recueilli les polysomnographies de
17 patients souffrant d’insomnie apres infection du COVID, et 34 patients souffrant
d’insomnie sans infection du COVID. L’objectif était d’essayer d’illustrer une différence
entre les deux populations via des statistiques de sommeil. Cependant, seul I’Apnea
Hypopnea Index (AHI, qui compte le nombre d’événements d’apnée et d’hypopnée
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pour en quantifier la sévérité) permet de séparer les deux populations au sens du test
de Student. Enfin, le manque de patients et le fait que 'information d’apnée n’était
pas présente chez tous les patients rend une conclusion difficile.

Dans le cadre du projet PANDORE-IA, nous proposons donc, en nous basant sur
les travaux de [140], de créer un jeu de données de polysomnographies de personnes
souffrant d’insomnie chronique liée au COVID, et de personnes insomniaques n’ayant
pas été infectées. Etant donné linsuffisance des résultats obtenus avec approche qui
se base sur l'analyse de la macro-structure du sommeil, nous proposons d’utiliser des
modeles de classification du sommeil, expliqués en profondeur dans la section 2.2.
Notre objectif est d’utiliser ces modeles pour distinguer les données de sommeil issues
de personnes atteintes de COVID long de celles qui ne le sont pas.

Malgré la récence de la pandémie due au COVID-19, I'impact a long terme de I'infec-
tion sur le sommeil a été largement étudié par la communauté scientifique. Cependant,
la compréhension des mécanismes engendrés par le COVID long, notamment sur I'in-
somnie chronique, reste incomplete. Bien que des polysomnographies de personnes
souffrant d’insomnie chronique due au COVID aient été réalisées, le manque de vo-
lume du jeu de données, ainsi que la nature généralement privée des données de santé
empéche la progression de la recherche.

Nous proposons donc d’acquérir et de publier un jeu de données de polysomnographies
de personnes insomniaques suite a une contamination par le virus, accompagné de
polysomnographies de personnes insomniaques similaires, mais non infectées.

Dans la suite de ce chapitre, nous présentons le jeu de données COVISLEEP que nous
avons collecté et que nous mettons a disposition de la communauté.

5.4 Jeu de données COVISLEEP

Notre objectif est de déterminer si I'insomnie chronique causée par le COVID long
présente des caractéristiques différentes de I'insomnie chronique usuelle. L’insomnie
impactant le sommeil, les experts du centre de sommeil VIFASOM ont choisi de réa-
liser des polysomnographies de nuit de sommeil de patients insomniaques indiquant
souffrir de symptomes de COVID long (sujets) et de patients insomniaques n’ayant
pas été infectés par le COVID (controles). Pour ce faire, un ensemble de capteurs Nox *
perturbant peu le sommeil des patients ont été utilisés.

5.4.1 Acquisition du jeu de données

L’ensemble des données a été rassemblé a partir des services des maladies infectieuses
et du sommeil de I’'Hotel-Dieu a Paris, en France. Le détail des méthodes d’obtention
des données d'un point de vue médical est développé dans [140], et sera synthétisé
dans ce chapitre.

Les patients atteints de COVID long ont été choisis parce qu’ils se plaignaient d’in-

4. https://noxmedical.com/
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somnie chronique suite a leur infection par le COVID-19. Un spécialiste du sommeil
de I'hopital Hotel-Dieu a confirmé le diagnostic d’insomnie chronique en se basant sur
les criteres de classification ICSD-3 et DSM-5 [151]. Les patients inclus étaient des
adultes qui ne souffraient pas d’autres troubles du sommeil et ne prenaient pas de
médicaments affectant le systéme nerveux. Les polysomnographies ont été effectuées
entre 6 et 18 mois apres une infection aigué par le COVID-19. La date d’infection,
déclarée par les patients, est renseignée dans le jeu de données pour 24 des 31 patients
souffrant de COVID long. Pour les personnes atteintes d’insomnie chronique, la sélec-
tion a été effectuée consécutivement dans le méme service de sommeil et pendant la
méme période. Pour chaque patient atteint de COVID étudié, deux sujets controles,
non infectés, ont été inclus, appariés en fonction de ’dge, du sexe et de l'indice de
masse corporelle (IMC). Tous les sujets controles étaient également diagnostiqués par
un médecin comme souffrant d’insomnie chronique, mais n’avaient pas signalé d’infec-
tion aigué par le COVID-19 ou de symptomes de COVID long.

Dans chaque polysomnographie réalisée, jusqu’a 80 canaux de données ont été enregis-
trés. Cependant, notre étude se concentre spécifiquement sur 'impact du COVID long
sur le cerveau pendant le sommeil. Par conséquent, nous avons retenu 8 canaux pour
notre analyse. Parmi eux, 6 canaux EEG (C3-M2, C4-M1, F3-M2, F4-M1, O1-M2, O2-
M1) correspondent a une différence de potentiel entre les zones centrales (C), frontales
(F) et occipitales (O) du cerveau par rapport a des références mastoidiennes (M). Le
numéro associé indique le c6té du cerveau considéré. Nous avons également conservé
2 canaux EOG : E1-M2, E2-M1. Tous ces canaux sont initialement échantillonnés a
une fréquence de 200 Hz.

La classification manuelle des stades de sommeil a été effectuée par un médecin spé-
cialisé en troubles du sommeil et un technicien du sommeil ayant tous deux plus de 5
ans d’expérience. Cette classification a été faite conformément aux recommandations
de 'AASM [74] et en utilisant les données des canaux EEG et EOG précédemment
mentionnés. Les événements respiratoires ont également été pris en compte. Ainsi, un
état de sommeil parmi « Eveil », « N1 », « N2 », « N3 », « N4 et « REM »est associé
a chaque fenétre de 30 secondes de signal.

Diverses métadonnées concernant les patients ont été recueillies et synthétisées : 'age,
la taille, la masse, I'IMC, ainsi que la date de la polysomnographie. Un diagnostic du
type d’insomnie (parmi « insomnie maintien », « insomnie endormissement », « insom-
nie endormissement et maintien », « insomnie maintien et réveil précoce », « insomnie
retard de phase ») est également fourni pour tous les patients.

Des épisodes d’apnée (une diminution du flux respiratoire de 90 % pendant plus de
10 secondes [106]) et d’hypopnée (une diminution du flux respiratoire de 30 % a 90
% associée a un éveil ou a une désaturation en oxygene de plus de 3 % et pendant
plus de 10 secondes [106]) ont également été enregistrés et inclus dans I’ensemble de
données.
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5.4.2 Statistiques

Pour synthétiser le jeu de données, nous calculons diverses statistiques résumant notre
jeu de données suivant [67], et les présentons dans le tableau 5.1. Ces statistiques sont
calculées selon les annotations expertes de sommeil via les algorithmes de la librairie
Yet Another Sleep Algorithm (YASA®), qui permet de facilement charger et analy-
ser les enregistrements de sommeil en Python, et qui implémente des algorithmes de
classification automatique du sommeil. Les statistiques sont calculées par patient, sans
pondérer selon la durée du signal. Cela implique que bien que la durée de ’acquisition
des signaux ne soit pas la méme pour tous les patients, nous présentons la moyenne
et 'écart type des statistiques calculées sur chaque patient. Suivant diverses contribu-
tions de classification du sommeil présentées dans le chapitre 2 (par exemple SorsNet
[159], DeepSleepNet [165], Sleep-Linear [174]), nous fusionnons les états N3 et N4 dans
tout ce chapitre.

Age 4297 £ 11.75
H/F 15 (5 covid) / 78 (26 covid)
Indice de Masse Corporelle 23.45 £ 4.43
Time in Bed (min) 465.67 £ 71.3
Sleep Period Time (min) 422.01 + 64.88
Sleep Time (min) 341.27 £+ 62.73
Sleep Efficiency (%) 73.95 + 12.99
Sleep Onset Latency (min) 32.49 £+ 32.08
Wake After Sleep Onset (min) 80.73 £ 62.85
Eveil (%) 26.05 + 12.99
N1 (%) 4.01 £ 3.45
N2 (%) 38.05 £ 9.29
N3 (%) 18.48 + 7.82
REM (%) 1341 + 6.71

TABLE 5.1 — Statistiques du jeu de données COVISLEEP. Time in Bed représente
la durée totale de I'expérimentation, Sleep Period Time représente la durée entre la
premiere et la derniere phase de sommeil de la nuit. Sleep Time est le temps réellement
passé a dormir (états N1, N2, N3 et REM), la Sleep Efficiency est le ratio entre la
durée de l'expérience et Sleep Time, Sleep Onset Latency indique la durée avant le
premier endormissement, Wake After Sleep Onset indique la durée d’éveil apres le
premier endormissement.

5.4.3 Préparation du jeu de données

Dans cette section, nous décrivons les prétraitements apportés au jeu de données.
Suivant les pratiques usuelles en classification du sommeil ([93], [67], [174]), nous ré-
échantillonnons les signaux a 100 Hz. En conséquence, nous obtenons pour chaque
patient une matrice de données X,,; € RNwpx3000x8 - o Ny représente le nombre de
fenétres extraites de 'enregistrement d’un patient donné, 3000 indique la taille des

5. https://raphaelvallat.com/yasa/build/html/generated /yasa.sleep_ statistics.html
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ID fold | ID du trio de patient
0 2,6,7,12,17,29
8,9,10,15,18,31
5,19,24,25,27,28
1,4,14,20,21,22
3,11,13,16,23,26,30

=W N =

TABLE 5.2 — Distribution de trios de patients dans les folds.

signaux et 8 le nombre de canaux (6 EEG et 2 EOG). De plus, nous synchronisons
les enregistrements de polysomnographie avec les labels associés, car pour la plupart
des patients, les premieres fenétres de sommeil n’ont pas été annotées. De méme, nous
excluons toute fenétre associée a des étiquettes manquantes, ou ne faisant pas partie
des classes de sommeil.

Apres avoir regroupé les données de tous les patients, on obtient le jeu de données
complet X € R86391x3000x8 . 16 jou1 de données est donc constitué de 86391 fenétres de
30 secondes comportant 8 canaux échantillonnés a 100 Hz.

Pendant I'acquisition de I'ensemble de données, les patients ont été soigneusement
choisis pour établir un ratio de 2 contre 1 entre les contrdles et les sujets : on obtient
ainsi 31 trios de patients. Afin de faciliter 1’évaluation de nos méthodologies, nous
divisons aléatoirement ces groupes en cinq folds séparés, chacun comprenant soit 6,
soit 7 trios de patients. Cela garantit que le modele ne puisse jamais apprendre et étre
évalué sur le méme patient, ou sur un patient ayant des métadonnées similaires. Pour
faciliter la reproduction de nos expériences, nous présentons les folds dans le tableau
5.2.

Une fois le jeu de données préparé, nous choisissons et comparons des algorithmes de
classification du sommeil.

5.5 Classification du sommeil

Dans cette section, nous évaluons les performances de différents modeles de classifica-
tion du sommeil sur le jeu de données COVISLEEP. En effet, puisque nous supposons
que l'impact du COVID long est identifiable dans les signaux de sommeil, nous cher-
chons a déterminer le modele qui classifie le mieux les états du sommeil, pour 1'utiliser
ensuite pour tenter de détecter les marques de COVID. Ainsi, nous sélectionnons dif-
férents modeles proposés dans la littérature selon leurs performances sur d’autres jeux
de sommeil (SleepEDF [83] et SHHS [186], présentés dans la section 2.2.1) et selon leur
architecture, dans le but d’obtenir un panel des approches utilisées pour classifier le
sommeil. Cela permet de déterminer I’architecture la plus adaptée au jeu COVISLEEP.
Nous présentons dans la suite de cette section les approches sélectionnées.
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5.5.1 Modeles comparés

Il serait difficile de tester toutes les approches proposées pour la classification du som-
meil du fait de leur nombre significatif (nous en présentons une dizaine dans la section
2.3, et cela reste loin d’étre exhaustif). Ainsi, nous choisissons d’utiliser des approches
dont les performances s’approchent des meilleures enregistrées a ce jour, utilisant diffé-
rentes méthodes d’extraction des caractéristiques. Nous choisissons donc Sleep-Linear,
dont les caractéristiques sont définies a la main, ainsi que des méthodes basées sur des
réseaux de neurones utilisant des réseaux de convolution (1D-CNN [55], DeepSleepNet
[165]), des réseaux a attention (AttentionSleep [51]) ainsi quun réseau utilisant une
combinaison pyramidale de méthode d’extraction de caractéristiques (SleepyCo [93]).
Ces approches sont détaillées dans la suite.

La méthode Sleep-Linear, proposée par [174], génére des caractéristiques a partir des
signaux EEG, EOG et EMG. Initialement, un ensemble complet de 131 caractéristiques
est créé, couvrant a la fois les domaines temporel et fréquentiel. Dans le domaine
temporel, des mesures statistiques telles que 'écart-type, 1’écart interquartile et le
nombre de passages par zéro sont inclus. En complément de celles-ci, des attributs
du domaine fréquentiel tels que les ratios de puissance spectrale alpha a theta et les
statistiques spectrales basées sur la transformée de Fourier sont également intégrés
dans ’ensemble de caractéristiques.

Ces caractéristiques sont calculées pour chaque fenétre de 30 secondes z() € R30008,
Nous rappelons que I’état de sommeil y® n’étant pas indépendant de 1’état précédant
y=1 (illustré dans la section 2.2.3), utiliser 'information des fenétres passées et futures
peut améliorer les performances du modele. Ainsi, [174] crée aussi des caractéristiques
pour les deux fenétres précédentes (z(~2) et 2~1) ainsi que les deux suivantes (2!
et 2*2)). Enfin, des caractéristiques sont créées pour la concaténation de {z(*=1 z®},
{2® DY et {2tD 2 £+D1 On résume ce processus dans la figure 5.1. On
obtient ainsi un vecteur de caractéristiques Xjeor € RY¥"*1921 avec N, le nombre de
fenétres d'un individu et N, = Ny — 4 (les deux premiéeres et deux dernieres fenétres
sont ignorées pour permettre le calcul).

Nous apprenons Sleep-Linear via le code fourni par les auteurs de la méthode ", sans
modifier les parametres d’aucun des algorithmes de classification.

Suivant [174], nous utilisons un classificateur linéaire SVM appris par Stochastic Gra-
dient Descent (SGD "), un Random Forest (RF®) et un classificateur basé sur des
arbres boostés par gradient (Catboost”) pour classifier et fournir des prédictions in-
terprétables (au sens ot nous pouvons calculer I'importance des caractéristiques).

1D-CNN représente 'utilisation d’un modele composé uniquement de blocs de convo-
lution 1D (couche de convolution, batch normalization, activation ReLLU et Max Poo-

6. https://github.com/predict-idlab/sleep-linear

7. https://scikit-learn.org/stable/modules/generated /sklearn.linear model.SGDClassifier.html

8. https://scikit-learn.org/stable/modules/generated/sklearn.ensemble. RandomForestClassifier.
html

9. https://catboost.ai/
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FIGURE 5.1 — Extraction de caractéristiques selon [174]. () est la fenétre centrale. On
ajoute les caractéristiques calculées sur les 2 fenétres précédentes et suivantes, ainsi
que sur la concaténation des fenétres adjacentes.
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trait de [54]. ConvlD (64,50,6) désigne une couche de convolution 1D avec 64 filtres,
une taille de noyau de 50 et un stride de 6. GELU est une fonction d’activation intro-
duite par [70].

ling 1D) jusqu’a une derniere couche dense servant a effectuer la classification. Diffé-
rentes modifications du 1D-CNN ont été proposées du fait de ses bonnes performances
en classification du sommeil [184], [188], [55]. Ici, nous utilisons le 1D-CNN comme
baseline : nous choisissons donc la version proposée dans [56], simplement composée
de 3 blocs de convolutions et d’une couche dense.

Le modele AttentionSleep [54], dont I'architecture globale est illustrée dans la fi-
gure 5.2, est constitué de 3 éléments principaux : 'extracteur de caractéristiques,
I’encodeur temporel et la couche de classification, comme la majorité des architectures
modernes de classification du sommeil (décrites dans la section 2.2.3). L’extracteur
de caractéristiques est détaillé dans la figure 5.3. Chaque signal z € RY est traité
par deux branches composées de couches convolutionnelles avec des tailles de signaux
et des strides différents, permettant de représenter les signaux a différentes échelles.
Les deux représentations obtenues sont concaténées puis un bloc résiduel, composé
de convolutions 1D et de couches denses, termine 'extraction de caractéristiques. En-
suite, 'encodeur temporel, composé d’une couche d’auto-attention multi-téte causale
(détaillée dans la section 2.1.3.3) liée a des couches denses via des skip-connexion (voir
2.1.3.3) termine la représentation du signal. La classification est simplement effectuée
via une couche dense.

Nous rappelons que le DeepSleepNet [165], que nous illustrons dans la figure 5.4,
est constitué des mémes éléments que I’AttentionSleep : un extracteur de caractéris-
tiques, un encodeur temporel et une couche de classification. L’extracteur de caractéris-
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Sleep Stage

FIGURE 5.4 — Rappel de l'architecture du DeepSleepNet [165]. Le modele est décrit
dans le détail dans la section 2.2.3.

tiques est ici formé par deux branches de blocs de convolutions contenant convolution
1D, MaxPooling et dropout. Les nombres de filtres et strides des convolutions sont
différents pour obtenir deux représentations des signaux d’entrée, qui sont ensuite
concaténées. L’encodeur temporel est constitué d’une suite de deux couches de LSTM
bidirectionnelles, avant qu'une couche dense effectue la classification.

Nous utilisons I'implémentation 'V fournie par [56] pour I'apprentissage du 1D-CNN;
AttentionSleep et DeepSleepNet. Les trois modeles sont appris durant 40 epochs sur
chaque fold via la fonction de cotit Cross Entropy.

L’architecture du modele SleepyCo [93] est représentée dans la figure 5.5. Le modele
recoit L fenétres z(X) € RN consécutives et prédit les §(&) états du sommeil correspon-
dants. SleepyCo comporte trois composants majeurs : un backbone network, des lateral
connection, et un module de classification classifier network. Le backbone network ex-
trait des séquences de caractéristiques des signaux EEG bruts a plusieurs échelles
temporelles. On obtient des caractéristiques selon :

{C:EL)’ CiL)’ CéL)} — f([B(L); 0r) (5.1)

avec CZ-(L) la sortie du i-éme bloc convolutionnel, f le backbone network et 8y les para-
metres du réseau. Chaque bloc convolutionnel est composé de répétitions de couches
de convolution, batch normalization, et de la PReLU [68] comme fonction d’activation.
Les lateral connection ont pour but de transformer les séquences de caractéristiques
extraites par le backbone network, qui peuvent avoir différentes dimensions en une

10. https://github.com/emadeldeen24/eval ssl_ssc
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FIGURE 5.5 — Architecture de SleepyCo. Extrait de [93]

seule carte de caractéristiques. Ce processus crée une pyramide de caractéristiques.

Elles sont obtenues par :
F = g/(C":05) (5.2)

avec F ) la sortie appelée pyramide de caractéristiques, g; la i-eme lateral connection
et 0,,; les parametres. Dans SleepyCo, g est une couche de convolution. De maniere
similaire a AttentionSleep, les caractéristiques obtenues sont concaténées avec un bloc
résiduel composé de couches denses. Enfin, un Transformer est utilisé pour représenter
les relations temporelles entre les caractéristiques avant de prédire les états du sommeil
via une couche dense. Nous utilisons 'implémentation '' de SleepyCo fournie par [93]
pour définir et apprendre le modele. L’apprentissage est réalisé pendant 50 epochs avec
un early stopping si le score de validation ne s’améliore pas pendant 20 epochs.

Bien que tous les modeles précédents basés sur des réseaux de neurones soient congus
pour des signaux 1D, nous changeons simplement la dimension d’entrée de la premiere
couche de convolution pour utiliser nos 8 canaux conjointement.

5.5.2 Résultats

Nous calculons le score macro F1 (MF1) et I’accuracy obtenus par les différents modeles
sur les 5 folds décrits dans le tableau 5.2, et présentons la moyenne obtenue sur ces
5 folds. Nous rappelons que des approches multidimensionnelles (comme [1741]); et
unidimensionnelles (comme [165], [54], [55]) obtiennent des résultats similaires sur les
jeux de données SleepEDF et SHHS (voir section 2.2.3). Ainsi, nous présentons les
scores de performance pour les modeéles d'une part sur chaque canal individuel (c’est-
A-dire avec entrée x € RE*3000x1 " B étant la taille du batch) et d’autre part avec les
8 canaux rassemblés (z € RB*3000x8)

Les résultats sont présentés dans le tableau 5.3. Les meilleurs résultats sont obtenus
par le modele Sleep-Linear [174], basé sur le classifieur SGD en utilisant les 8 canaux
simultanément, atteignant un score MF'1 moyen de 0.658 et une accuracy moyenne de
0.738. Ces résultats sont en accord avec les excellentes performances de ’approche sur

11. https://github.com/gist-ailab/SleePyCo
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les jeux SleepEDF et MASS en utilisant plusieurs canaux (voir le tableau 2.3).

Dans le cas unidimensionnel, SleepyCo [93] est la meilleure approche, obtenant les
meilleurs scores sur les canaux O2-M1 (0.590/0.728), F4-M1 (0.612/0.748), F3-M2
(0.619/0.761) et E1-M2 (0.622/0.761). La performance de SleepyCo est moindre en
utilisant les 8 canaux (0.585/0.725), ce qui est attendu car le modele a été proposé
pour fonctionner sur des signaux unidimensionnels. Enfin, utiliser I'information de
tous les canaux donne la meilleure performance médiane (0.617/0.729), mais utiliser
le canal F3-M2 offre des résultats compétitifs (0.608/0.732).
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Ainsi, 'approche Sleep-Linear utilisant les 8 canaux conjointement obtient les meilleures
performances en classification du sommeil. Puisque cette méthode est de plus inter-
prétable, dans le sens de I'importance de caractéristiques, nous 1'utiliserons pour ap-
prendre a classifier les fenétres de sommeil comme provenant d’un individu souffrant
de COVID long ou non.

5.6 Identification du COVID long

Dans cette section, nous cherchons a identifier les différences entre les signaux de
polysomnographie des patients souffrant d’insomnie chronique apres contamination par
le COVID long et des patients souffrant d’insomnie chronique non liée au COVID long.
L’objectif n’est pas seulement la classification, mais également de pouvoir expliquer
les différences entre les deux populations.

5.6.1 Statistiques de sommeil

Nous commencons par calculer diverses statistiques de macro-architecture du sommeil
pour examiner si elles peuvent aider a distinguer entre les deux populations. Nous
incluons des caractéristiques courantes du sommeil suivant [156] et [140] : Wake After
Sleep Onset, Sleep Onset Latency, Sleep Efficiency, et les proportions en pourcentage
de sommeil dans les états N1, N2, N3 et REM (on exclue ici les états d’éveil, puisque
I’objectif est de déterminer un changement dans le sommeil, ainsi, les pourcentages
sont recalculés de sorte que leur somme fasse 100 %.).

Nous calculons chaque statistique pour les patients infectés par le COVID-19 (sujets) et
les patients non infectés (contrdles) et représentons ces statistiques sous forme de boite
a moustaches. Nous calculons également la valeur p correspondant au test de Student
avec 'hypothese que les deux populations sont identiques. Une valeur p < 0.05 rejette
I’hypothese et marque une distinction entre les deux populations.

Nous présentons les résultats dans la figure 5.6. Nous obtenons une valeur p > 0.05 pour
chaque statistique testée, montrant la difficulté de distinguer les deux populations.
Néanmoins, les sujets peuvent passer moins de temps en N3 lorsqu’ils dorment (p =
0.204) et plus en REM (p = 0.226). Nous examinerons les différences entre les stades
du sommeil dans les sections suivantes.

5.6.2 Classification

Ainsi, les statistiques de sommeil étudiées ne sont pas suffisantes a distinguer les
populations. Nous abordons donc le probléeme sous I'angle de la classification binaire,
ou l'objectif est de trouver un modele ( tel que la prédiction § = ((x) soit identique a
la classe réelle y, avec ici y € {0;1}.

Nous prétraitons les données de la méme maniere que pour la classification du sommeil,
mais définissons le label a 0 si la fenétre provient d’un patient souffrant de COVID long,
et a 1 sinon. Cependant, nous utilisons cette fois une validation "Leave One Out”. Cela
implique que nous apprenons le modele sur tous les patients sauf 1, que nous utilisons
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pour évaluer le modele. Nous répétons I'opération jusqu’a que tous les patients aient été
utilisés comme jeu de test. Cela permet d’étudier la forte variabilité inter-patients de
la détection de COVID. En effet, les modeles sont toujours appris sur tous les patients
sauf 1. Ainsi, le jeu d’entrainement est tres peu modifié entre les apprentissages, et donc
les modeles appris sont tres similaires, et la variation des performances sur les patients
testés dépendra tres probablement des signaux du patient concerné. Cela permet aussi
de conserver un maximum de données pour l’entrainement. Nous utilisons ensuite
le modele Sleep-Linear mentionné précédemment pour apprendre la classification, en
utilisant I'information des 8 canaux comme nous l’avons fait pour la classification du
sommeil. Encore une fois, les caractéristiques sont générées en suivant [174].

Nous présentons les résultats dans le tableau 5.4 ot nous faisons figurer la moyenne
et I'écart type sur tous les patients et sur chacun des groupes, sujets et controles.
Globalement, les résultats sont plutot médiocres. Le meilleur score est obtenu par le
modele Sleep-Linear avec SGD comme classifieur, avec une accuracy moyenne de 0.572.
L’écart type est tres haut (0.257) ce qui illustre la grande variabilité entre les patients et
la difficulté du modele a généraliser. Sleep-Linear avec le CatBoost obtient la meilleure
performance sur les sujets mais reste mauvais (accuracy moyenne de 0.421).

Nous illustrons cette grande variabilité inter-patients dans la figure 5.7. On rappelle
que seulement 1/3 des personnes souffrent de COVID long, ce qui peut rendre la
détection du COVID plus difficile. On affiche 'accuracy pour chaque patient, c’est-a-
dire le ratio de fenétres de signal bien classifiées. De maniere générale, les sujets sont
mal classifiés : seulement 11/31 (35.5 %) des sujets ont 50% de leurs fenétres bien
classifiées. Chez certains, I'impact du COVID long semble indétectable : 6/31 sujets
(19.4%) ont une accuracy inférieure a 20%. Si la majorité (79%) des contrdles sont
bien classifiés, 3 patients ont une accuracy inférieure a 20 %, suggérant peut-étre une
infection non déclarée du COVID.

La détection de marque de COVID a partir de fenétre aléatoire apparait difficile et
trés variable entre les patients. Néanmoins, et comme nous ’avons mentionné dans
la section 2.2, les différents états de sommeil sont caractérisés différemment. Nous
recherchons donc dans la suite un potentiel impact plus marqué du COVID long dans
certains états du sommeil.

Modele Tous Sujets Controles
Sleep-Linear+RF 0.572 + 0.257 | 0.390 £ 0.234 | 0.663 £+ 0.216
Sleep-Linear+SGD 0.493 £ 0.258 0.404 £+ 0.245 0.538 + 0.252
Sleep-Linear+CatBoost | 0.556 £ 0.246 | 0.421 + 0.234 | 0.623 4 0.223

TABLE 5.4 — Accuracy en classification de signaux de sommeil, entre les signaux issus
de personnes souffrant de COVID long (sujets) et les autres (controles).
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FIGURE 5.7 — Accuracy de la classification de signaux de sommeil par la méthode
Sleep-Linear avec CatBoost, entre les signaux issus de personnes souffrant de COVID
long (sujets) et les autres (contrdles), pour chaque patient. La ligne pointillée repré-
sente le seuil de 50% de précision (c’est-a-dire que 50% des fenétres d’un individu sont
bien classifiées).
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5.6.2.1 L’impact du COVID long est-il plus prévalent dans un stade de
sommeil spécifique ?

Nous cherchons a déterminer si les caractéristiques distinctives du COVID long sont
plus faciles a détecter dans certains stades du sommeil que dans d’autres. Pour ce faire,
nous limitons I’ensemble de données aux fenétres appartenant a un stade de sommeil
spécifique, selon les labels affectés par les experts. Autrement dit, on imagine posséder
des modeles reproduisant exactement la classification du sommeil manuelle, bien que
ce ne soit pas le cas au vu des résultats du tableau 5.3. Nous reproduisons ensuite les
expériences mentionnées dans le paragraphe précédent : nous apprenons a nouveau le
classificateur a partir de zéro.

Nous présentons les résultats dans le tableau 5.5. L’impact du COVID long semble plus
prévalent dans les stades N3 et REM, avec une accuracy plus élevée au stade REM pour
a la fois le classificateur Random Forest (0.637) et CatBoost (0.590), bien que ce stade
ne contienne qu’environ 13.4% des fenétres. Le stade N3 semble aussi permettre de
séparer certaines fenétres, avec une accuracy moyenne de 0.631 via le Random Forest
et de 0.577 via CatBoost. Ces résultats confirment 'intuition évoquée dans la figure 5.6
montrant que le sommeil en phase N3 et REM peut différer en cas d’insomnie induite
par le COVID long. Ces résultats restent médiocres, avec notamment une accuracy
sur les sujets inférieure a 0.5, et un écart type supérieur a 0.3.

Bien que nous ayons observé un impact plus marqué du COVID long sur les stades
N3 et REM, cela reste limité par la forte variabilité des résultats. Nous nous penchons
donc sur les causes de cette incohérence, en explorant si elle est due a la complexité
de la tache d’apprentissage ou aux caractéristiques individuelles des patients.

5.6.2.2 Variabilité inter-patients

Les scores des patients semblent varier significativement, sans que nous parvenions a
expliquer pourquoi. Nous souhaitons déterminer si la variabilité est principalement due
a la difficulté d’apprentissage de la tache, ou si des patients présentent simplement des
caractéristiques différentes de leur classe. Pour ce faire, nous nous intéressons d’abord
a l'accord entre les prédictions selon les différents états de sommeil. Nous comparons
les accuracy par patient obtenues via Sleep-Linear + RF sur les états N3 et REM,
puisqu’on a obtenu les meilleurs scores sur ces états. Nous les nommons respectivement
accys et accrpar, ce sont des vecteurs de R,

Nous calculons le coefficient de corrélation de Pearson pcc entre les valeurs d’accuracy
accys et accrpar. On rappelle que pee € [—1,1] et que -1 indique une corrélation
complétement négative (les vecteurs comparés évoluent inversement), 1 une corrélation
parfaite et 0 une absence de corrélation. On obtient pec(aceys, accrpar) = 0.23 - les
prédictions réalisées aux états N3 et REM ne semblent pas globalement corrélées.
Pour entrer dans le détail, nous choisissons un seuil 7. Nous définissons 'accord entre
les prédictions de la maniere suivante : si (accys > T et accgpy > T') ou (acens <
1 —T et accrpy < 1 —T) alors les prédictions sont en accord.

En choisissant T' = 0.5, les prédictions accys et accggy sont en accord sur 60 des 93

Saagie - Université Rouen Normandie 142



patients (64.5%), dont 12/31 (38.7%) des sujets et donc 48/62 (77.4 %) des controles.
Ainsi, les prédictions des états N3 et REM, en particulier concernant les sujets, ne
semblent pas similaires. Nous étudions dans la suite si la variabilité peut s’expliquer
par la durée depuis I'infection.

Selon les symptémes, 'impact du COVID long diminue ou s’aggrave avec le temps
[48]. Puisque les dates de contamination ont été recueillies dans le jeu de données,
nous étudions la corrélation entre la durée depuis 'infection et I'accuracy obtenue par
le modele sur les patients concernés.

Nous calculons la durée entre la contamination et I’examen pour chaque patient et
obtenons en moyenne une durée de 441.96 + 234.37 jours. En utilisant les prédictions
réalisées par Sleep-Linear + RF sur ’état N3 accys, on obtient pcc = —0.01. Ainsi, les
prédictions ne semblent pas corrélées a la durée depuis I'infection. Si l’on restreint accys
aux 12 patients pour lesquels accysg et accrgy étaient d’accord précédemment, on
obtient pcc = —0.23, ce qui reste largement insuffisant pour supposer une quelconque
corrélation. La facilité a détecter 'impact du COVID long ne semble ainsi pas liée a
la durée depuis l'infection.

5.7 Conclusion du chapitre

Le COVID long a significativement dégradé le sommeil de nombreuses personnes, la
majorité souffrant d’insomnie chronique. L’élaboration d’un traitement adapté néces-
site de comprendre les causes de cette insomnie, et notamment si elle est due au stress
causé par l'infection, ou si elle résulte de modifications des signaux cérébraux apres
I'infection.

Pour ce faire, nous avons méticuleusement collecté les polysomnographies de personnes
souffrant d’insomnie chronique, en séparant celles déclarant souffrir de COVID long
des autres. Nous avons ainsi formé un jeu de données contenant les enregistrements
de 93 patients, dont 31 souffrant d’insomnie chronique apres une infection du SARS-
CoV-2. Nous mettons le jeu de données a disposition de la communauté pour aider a
lavancement de la compréhension des mécanismes engendrés par le COVID long sur
le sommeil.

De plus, nous avons appliqué divers algorithmes de classification du sommeil a I’état
de l'art et mis en avant la relative difficulté de la tache sur le jeu COVISLEEP. Nous
avons montré que 'approche Sleep-Linear [174], basée sur une création de caractéris-
tiques manuelle, obtient les meilleures performances. Ces résultats restent largement
inférieurs a ceux obtenus sur d’autres jeux de données usuels du sommeil (SleepEDF
[83], SHHS [186], DOD-O [67], MASS [116]), illustrant la significative marge d’amé-
lioration. Nous espérons que la mise a disposition de COVISLEEP permettra a la
communauté d’étudier les raisons de cet écart de performance.

Enfin, nous avons étudié la détection de I'impact du COVID. Nous avons montré
que des statistiques de macro-architecture de sommeil ne suffisent pas a distinguer
les polysomnographies des sujets de celles des controles, confirmant les résultats de
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[140]. Nous avons ensuite utilisé Sleep-Linear pour apprendre la détection de COVID
long par classification, ce qui a mis en avant la difficulté de la tache, notamment a
cause d'une forte variabilité entre les patients. Enfin, nous avons illustré que I'impact
du COVID long semble étre plus marqué sur les états de sommeil N3 et REM. Cela
reste cependant largement dépendant des patients, du fait de la forte variabilité. Nous
émettons 'hypothese que les caractéristiques choisies par la méthode Sleep-Linear ne
suffisent pas a détecter I'information de COVID pour tous les patients, et encourageons
la communauté a rechercher d’autres caractéristiques, par exemple en modifiant les
fonctions d’extraction de caractéristiques, ou en utilisant des fenétres plus longues, ou
d’autres canaux.
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Chapitre 6

Conclusion et Perspectives

Dans cette these, nous nous sommes intéressés a la classification et a la comparaison
de séries temporelles, en spécifiant notre étude aux signaux de sommeil. Nous avons
montré que ces signaux, nécessaires a 1’étude de pathologies comme I'insomnie, sont
volumineux. Pour diminuer les cotits de stockage et de transfert de ces données, nous
nous sommes intéressés a la compression de ces signaux de sommeil. Notamment grace
aux autoencodeurs, différentes approches permettent d’atteindre de tres hauts taux
de compression sur les signaux de santé. Néanmoins, ces approches utilisent principa-
lement des métriques basées sur la distance euclidienne pour valider la qualité de la
reconstruction, et comparent donc les signaux reconstruits avec les signaux originaux
au moyen de cette distance. Or, de nombreux travaux que nous avons présentés dans ce
manuscrit illustrent que des métriques adaptées aux séries temporelles, en particulier
DTW, permettent des comparaisons de séries plus adaptées aux taches de requétage ou
de classification. DTW n’étant pas différentiable, il est impossible de I'utiliser comme
fonction de cotit pour I'apprentissage d'un autoencodeur.

Pour résoudre ce probléme et en se basant sur les contributions de [40] et [100], nous
avons proposé deux méthodes d’approximation de DTW nommeées DeepDTW. La
premiere utilise un réseau siamois pour encoder les signaux de sorte que la distance
euclidienne des signaux projetés soit le plus proche possible de la DTW entre les si-
gnaux originaux. Elle permet notamment de comparer des signaux de tailles différentes,
comme DTW. La deuxieme approche concaténe simplement les signaux d’entrée pour
tenter de prédire la valeur de DTW. Nous avons montré au travers de taches de re-
cherche de séries similaires et de classification d’état du sommeil que nos méthodes
obtiennent des résultats similaires aux autres approximations de DTW, tout en étant
différentiable et de complexité linéaire par rapport a la longueur des séries, élément
important pour la compression de longues séries temporelles. Enfin, nous avons mon-
tré que nos approches peuvent généraliser a d’autres jeux de données du sommeil sans
perte de performance.

Nous avons ensuite utilisé ces approximations pour 'apprentissage d'un autoencodeur
permettant de compresser des signaux de sommeil. En utilisant le TCN-AE [170] nous
pouvons ainsi faire varier le taux de compression. Nous avons illustré que 'utilisa-
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tion de DeepDTW comme fonction de coiit de reconstruction permet d’obtenir de
meilleures performances de classification que la MSE ou soft DT'W sur les données re-
construites. Nous avons aussi montré que notre compression permet de mieux classifier
les données reconstruites que des méthodes de compression basées sur DCT, DWT ou
FFT. Enfin, et de maniere similaire a nos travaux sur I’approximation de DTW, nous
avons montré que notre systéme est capable de compresser des données d’un autre jeu
d’enregistrement de sommeil sans pertes de performance et sans finetuning.

Toujours dans le cadre de I’analyse de données de sommeil, nous avons ensuite étudié
I'impact du COVID long sur 'insomnie au cours d’une collaboration entre Saagie,
VIFASOM et I'IRBA : le projet PANDORE-IA. En effet, bien que diverses études
aient illustré 'augmentation du risque d’insomnie chez les personnes souffrant de CO-
VID long, celle-ci ne semble pas distinguable de I'insomnie chronique usuelle. Nous
avons ainsi, en partenariat avec VIFASOM, construit et mis a disposition de la com-
munauté un jeu de données appelé COVISLEEP comprenant les polysomnographies
de personnes ayant développé une insomnie apres infection du COVID, ainsi que les
polysomnographies de personnes insomniaques n’ayant pas été infectées par le virus.
Nous avons ensuite confirmé que les deux populations ne sont pas distinguables via les
caractéristiques habituellement utilisées pour caractériser les signaux de sommeil, puis
avons comparé divers modeles sur la classification de sommeil de COVISLEEP. Nous
avons ainsi identifié que 'approche Sleep-Linear [174] obtient les meilleures perfor-
mances. De maniere surprenante, ces performances sont significativement inférieures
a celles obtenues sur les jeux de données de sommeil usuels (SleepEDF [83], SHHS
[186], DOD-O [67], MASS [116], ...). En mettant le jeu de données COVISLEEP a
disposition de la communauté, nous espérons que cela motivera 1’étude des raisons de
cet écart.

Enfin, nous nous sommes penchés sur 'apprentissage d’un modele capable de détecter
le COVID long en utilisant ’approche Sleep-Linear. Nous avons illustré la complexité
de la tache, notamment due a la forte variabilité entre les patients. Nous avons montré
que cette variance ne semble ni due a I’état du sommeil des signaux considérés, ni a la
durée entre la contamination et I'enregistrement. Nous encourageons la communauté
a s’intéresser aux raisons expliquant cette variance. Nous émettons I’hypotheése que
les mauvaises performances en détection du COVID long sont dues au fait que les
caractéristiques choisies par Sleep-Linear ne permettent pas d’extraire I'information
de COVID pour tous les patients. Les fenétres temporelles choisies pourraient aussi
étre trop courtes, ou I'impact du COVID pourrait étre plus marqué dans d’autres
canaux que ceux choisis durant notre étude.

Nos contributions a I'approximation de DTW, la compression de signaux de sommeil
et la détection de COVID comportent cependant certaines limites.
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6.1 Perspectives

6.1.1 Approches multidimensionnelles et généralisation

Bien que notre méthode siamoise d’approximation de DTW permette de comparer des
signaux de longueurs différentes, elle est limitée aux signaux unidimensionnels. Cela
a un faible impact dans le cas des signaux de sommeil, car les scores de classification
avec des signaux 1D sont généralement similaires a ceux obtenus via des approches
multidimensionnelles. Cela limite néanmoins les capacités de généralisation de nos mo-
deles. Ainsi, il serait intéressant d’adapter nos approximations pour pouvoir comparer
des séries multidimensionnelles. En particulier, cela consisterait a remplacer le SorsNet
utilisé pour encoder les signaux par un réseau capable d’encoder des séries indépen-
damment de leur nombre de dimensions, tout en conservant la capacité du SorsNet a
encoder des séries de différentes longueurs. Par exemple, le RobustSleepNet [66] per-
met de classifier I’'état du sommeil de séries en créant ’architecture sans devoir fixer
le nombre de dimensions. Il utilise malheureusement des couches récurrentes, ce qui
n’est pas compatible avec notre volonté de limiter la complexité temporelle. Ainsi, il se-
rait intéressant de rechercher une architecture satisfaisant tous les criteres précédents,
tout en conservant les excellentes capacités de classification des signaux du sommeil
démontrées par RobustSleepNet. Cela permettrait de plus d’étudier les capacités de
généralisation de nos méthodes sur le jeu de données COVISLEEP.

Obtenir un modele capable d’approximer DTW indépendamment de la longueur et du
nombre de dimensions des signaux serait un pas vers une approximation généraliste de
DTW, c’est-a-dire capable d’approximer DTW pour tous types de séries temporelles.
En effet, nous pourrions alors mélanger différents types de séries temporelles dans
le jeu de données d’apprentissage et évaluer nos approximations sur la classification
de ces différents types de séries. En utilisant le méme raisonnement, cela permettrait
d’avancer vers un systeme de compression des séries temporelles basé sur un réseau de
neurones indépendant du type de séries utilisées.

En plus des pistes évoquées précédemment, une maniere d’améliorer les performances
sur les taches de classification et de détection de COVID est d’essayer de comprendre
et d’expliquer les décisions et les erreurs du modele.

6.1.2 Explicabilité de la détection du COVID long

L’explicabilité des modeles implique la compréhension de la maniere dont un modele
parvient a classifier un signal dans un état de sommeil donné. C’est important dans le
contexte de classification de données de santé pour les raisons suivantes :

— Adoption par les médecins : un systéeme de santé n’est utile que s’il est utilisé.
Pour faciliter son adoption par le corps médical, avoir un systéeme compréhensible
et transparent accroit la confiance des médecins et les chances d’utilisation du
systéme. [136]

— Vérification : en comprenant les décisions faites par le modele, les experts peuvent
vérifier la validité de celles-ci avec leurs propres connaissances, augmentant ainsi
indirectement les performances du modele. [162]
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— Améliorations du modele : comprendre les décisions faites par le modele permet
de comprendre ses erreurs et donc d’aider a les résoudre. [2]

Malgré I'importance de la nécessité de pouvoir expliquer les décisions prises par les
modeles, peu de travaux explorent le probléme dans le contexte de la classification
du sommeil. Des approches comme [3], qui combinent les performances des réseaux
de neurones et 'explicabilité des regles expertes dans la classification du sommeil en
utilisant I'apprentissage de prototypes, pourraient permettre une réelle utilisation des
algorithmes de classification de sommeil par des experts de VIFASOM. Cela pourrait
aussi permettre de mieux comprendre la forte variabilité entre les patients que nous
avons identifiée lors de 'apprentissage de la détection du COVID long. En particulier,
cela permettrait de comprendre les similarités entre les patients bien classifiés et ainsi
de justifier la difficulté & bien classifier les autres. Les travaux de [3] restent cependant
limités par les performances inférieures a 1’état de I'art en classification du sommeil de
leurs méthodes.

Nous sommes intéressés de suivre I’évolution de I'analyse des signaux de santé dans
les années futures, en particulier sous les angles de la capacité a généraliser et de
I’explicabilité des modeles.
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