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Contexte
Une interface cerveau-ordinateur (ICO) désigne un système de liaison di-

recte entre un cerveau et un ordinateur, permettant à un individu d’effectuer
des tâches sans passer par l’action des nerfs périphériques et des muscles. Le
terme Interface Cerveau-Ordinateur ou Brain-Computer Interface (BCI) en an-
glais à été premièrement introduit par Jacques Vidal en 1973 dans son article
intitulé "Toward Direct Brain-Computer Communication" [84]. Cette déno-
mination a ensuite été reprise et précisée dans différents articles, notamment
"Brain–computer interfaces for communication and control" de J. R. Wolpaw
et al. [89]. Les ICO sont devenus de plus en plus intéressantes dans le secteur
de la santé en raison de leur potentiel d’aide aux patients ([37], [78]). Elles ont
été utilisées pour aider certaines personnes à récupérer leurs fonctions motrices
après un accident vasculaire cérébral ou une lésion de la moelle épinière ou en-
core pour aider les personnes atteintes de maladies telles que la sclérose latérale
amyotrophique ou la sclérose en plaques, qui ont perdu la capacité de contrôler
leurs membres ou de communiquer [69]. Les ICO peuvent également être uti-
lisés pour surveiller l’activité cérébrale des patients atteints d’épilepsie [3] ou
de troubles du sommeil. Un autre facteur qui ajoute à l’attrait des ICO est
leur potentiel d’augmentation des capacités des personnes en bonne santé dans
des domaines tels que les jeux vidéo, par exemple ([54], [46]). Des compétitions
ont même vu le jour, comme le Cybathlon, pour promouvoir les progrès des
applications ICO ([65]).

La recherche en interface cerveau-ordinateur est en pleine essor pour beau-
coup de raisons, notamment l’amélioration du matériel permettant leur mise en
place (principalement les électroencéphalogrammes) ainsi que les avancées tech-
nologiques prodigieuses qui ont eu lieu en terme d’algorithmes d’apprentissage
machine depuis le début du 21ème siècle. De nombreux articles sont publiés
chaque jours et les avancées du domaine sont de plus en plus médiatisées. Ces
systèmes sont pourtant loin d’avoir les caractéristiques requises pour être utilisés
par le grand public. Le matériel requis reste souvent cher pour avoir un signal
de qualité et son utilisation dans le cadre d’une ICO demande une calibration
importante à chaque début de session. Cependant, de plus en plus de données
sont désormais disponibles en libre accès sur internet. Ces données pourraient
rendre possible la création de modèles ayant vu les données de nombreuses per-
sonnes, permettant à la fois d’augmenter les performances des systèmes tout
en réduisant leur temps de calibration. Cela aurait également pour conséquence
de permettre l’utilisation de matériel moins performant pour des performances
équivalentes, rendant les ICO plus abordables. Le problème principal aujour-
d’hui est que les données disponibles en accès libre sont très hétérogènes, que ce
soit en terme de qualité, de paradigme ou même simplement de matériel. Pour
ces raisons, il est très difficile d’adapter toutes ces données pour en retirer des
caractéristiques communes permettant la classification des signaux.

Dans le but de retirer des caractéristiques commune à différentes bases de
données, les auteurs de ([90]) et ([58]) ont récemment publié de nouveaux en-
sembles de données pour les paradigmes de potentiels évoqués P300 via de la

7



représentation visuelle séquentielle rapide et en imagerie motrice respectivement,
où la précision et les caractéristiques ont été profondément étudiées pour assu-
rer le meilleur apprentissage par transfert possible, que ce soit entre les sujets,
entre les ensembles de données ou même entre les paradigmes. En outre, les
auteurs de ([43]) ont développé une bibliothèque Python open source qui vise à
faciliter l’utilisation des ensembles de données ICO pour n’importe quel para-
digme et à faciliter la comparaison des méthodes avec n’importe quelle métrique
pour chaque ensemble de données disponible. Cette bibliothèque est encore en
développement actif et permet déjà d’utiliser et de comparer plus de 30 jeux de
données dans trois paradigmes bien connus étant les potentiels évoqués P300,
l’imagerie motrice et les potentiels évoquées visuels stables. Ces trois paradigmes
seront décris plus en détails en partie 1.2.

Objectifs de la thèse
Cette thèse a pour objectif de proposer des méthodes permettant d’adapter

et d’utiliser les données disponibles en accès libre afin de créer des modèles d’ap-
prentissage automatique très robustes car entraînés sur les données de nombreux
sujets. Pour ce faire, on s’intéresse à la géométrie riemannienne dont l’utilisa-
tion dans le cadre des interfaces cerveau-ordinateur a été mis en avant par les
travaux d’Alexandre Barachant [6]. Mes travaux s’inscrivent également dans la
suite de ceux de Paulo Zanini et Perdo Luiz Rodriguez ayant également dé-
veloppée plusieurs algorithmes permettant d’adapter les données des sujets les
uns aux autres [101], [71], parfois dans des configurations expérimentales très
différentes [70].

Notations
Tout au long de cette thèse, le maximum a été fait pour garder des notations

claires et simples à comprendre. Les conventions suivantes on été utilisées pour
désigner les objets mathématiques : les matrices seront représentées par des ca-
ractères gras majuscules (par exemple A), les vecteurs seront désignés par des
caractères gras minuscules (par exemple a), les scalaires et les indices seront re-
présentés par des caractères italiques minuscules (par exemple a), les constantes
seront représentées par des caractères italiques majuscules (par exemple A), et
les ensembles d’objets mathématiques seront généralement représentés par des
caractères majuscules stylisés (par exemple A ou SN++ dénotant l’ensemble des
matrices symetriques définies positives de taille (N,N)), sauf cas particulier tels
que R ou C étant respectivement l’ensemble des réels et l’ensemble des com-
plexes. La trace d’une matrice sera indiquée par la fonction tr(.), sa transposée
par (.)T , la norme 2 ou la norme de Frobenius par ||.||, les distances seront usuel-
lement représentées par un δ(., .), notamment la distance riemannienne δR(., .),
le produit de Hadamard par ◦, la fonction logarithme par log et son analogue
matriciel par Log(.), et de même l’exponentielle par exp et son analogue ma-
triciel par Exp(.). De manière générale les opérateurs mathématiques seront en
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caractères normaux (par exemple A(.) ou a(.)). Enfin, IN désignera la matrice
identité en dimension N .
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1.1 Électroencéphalogramme
Lorsque le cerveau fonctionne, les neurones s’activent et génèrent un signal

électrique dans le cerveau en agissant comme des dipôles indépendants. Il gé-
nèrent alors un champ électrique et magnétique dans le cerveau, dépendant entre
autre de l’activation des neurones et de la cohérence de ces activations dans au
sein d’une même zone dans le cortex. Ces champs sont observables à l’aide de
différent outils, tels que l’électroencéphalogramme (EEG) sous forme d’ondes à
des fréquences et des localisations caractéristiques de l’activité.

L’invention de l’EEG est attribuée à Hans Berger, psychiatre allemand qui
enregistra un signal d’activité cérébrale humaine le premier en 1924.[105] L’EEG
est un système permettant d’enregistrer les signaux électrophysiologiques pro-
venant de son utilisateur. Ce système est constitué principalement d’un bonnet
d’électrodes relié à un amplificateur qui envoie ensuite les donnés numérisées à
un ordinateur. Pour chaque électrode, la différence entre le voltage de celle-ci et
celui d’une électrode donnée (appelée référence) en général commune à tout le
système, permet de déduire l’activité électrique du scalp au niveau de l’électrode.
Celle-ci peut provenir d’un grand nombre de sources, qu’elle soient musculaires,
cérébrales, oculaires, cardiaques, ou encore matérielles. Dans le cadre d’une in-
terface cerveau-ordinateur, seules certaines sources cérébrales sont intéressantes
et celles-ci ont tendance à avoir un rapport signal sur bruit très faible, c’est
à dire que l’amplitude des signaux intéressant est faible comparée à celle des
signaux qui ne le sont pas. Cela pose des problèmes lors du traitement du signal
qui a lieu par la suite et demande notamment un filtrage précis qui sera traité
en 1.3.

Les positions et nombre d’électrodes pour un bonnet EEG peuvent grande-
ment différer d’une configuration à l’autre. Elles vont cependant dans la grande
majorité des cas suivre des normes connues pour le placement, permettant un
traitement des données normalisé. [19]

1.2 Interface Cerveau-Ordinateur (ICO)
Une Interface Cerveau-Ordinateur est un système informatisé permettant de

traiter les signaux électrophysiologiques provenant du cerveau de l’utilisateur
afin de les transformer en commande pour un ordinateur ou une machine [89].
La façon dont sont traités les signaux sera présenté dans la suite, notamment
en parties 1.3 et 1.4. Ensuite, une fois la commande définie, celle-ci est envoyée
vers l’ordinateur pour être traitée. Cette commande peut être interprétée de
différentes manières et donner lieu ou non à un feedback destiné à l’utilisateur.
Les ICO ne donnant pas de feedback sont généralement liées à des séances de
calibration permettant à la machine d’apprendre un modèle pour comprendre
ensuite les données envoyées par le sujet. Ce type d’ICO sont dites en "boucle
ouverte" car comme on peut le voir en figure 1.1, la boucle n’est pas fermée
sans le feedback envoyé vers l’utilisateur permettant potentiellement de corriger
son comportement. On oppose à ces ICO en boucle ouverte les ICO en "boucle

11



Figure 1.1 – Fonctionnement d’une ICO. Les signaux sont recoltés lorsque
l’utilisateur execute la tache permettant le contrôle. Ces signaux sont ensuite
pré-traités et traités afin d’être finalement transformés en commande exécutée
par l’ordinateur. En boucle fermée, l’utilisateur reçois également un feedback
provenant de l’ordinateur ou de la machine contrôlée.

fermée". Ces ICO sont logiquement celles pour lesquelles un feedback est donné
à l’utilisateur. Ce feedback peut prendre plusieurs formes, allant de la simple
image fixe affichée sur un écran au feedback du contrôle moteur d’un système tel
qu’un fauteuil roulant ou une prothèse robotique. Il est également aussi possible
d’afficher des jauges de contrôle en temps réel à l’écran ou encore d’exécuter des
actions dans un jeu vidéo ou même de forcer l’activation de certains muscles qui
ne sont que peu ou pas activés suite par exemple à un AVC.

Ces interfaces peuvent être plus ou moins invasives selon leur utilisation. Les
ICO invasives sont constituées d’une grille d’électrodes implantée directement
dans le cortex, proche d’une population de neurones que l’on souhaite utiliser
pour créer des commandes [13]. En contrepartie de leur forte invasivité, ces inter-
faces peuvent récupérer l’activité de la population de neurones avec une grande
précision, pouvant aller jusqu’au contrôle de mouvements fins d’un bras robo-
tique par exemple. Ces ICO sont aujourd’hui très peu utilisées et seulement dans
un cadre médicale très stricte [83]. Il existe notamment certaines entreprises pri-
vées ayant pour but à moyen/long terme d’ouvrir ce type d’interface au grand
public, mais en sont pour l’instant aux test sur les animaux et peinent à faire
accepter les tests sur les humains [32]. Les ICO semi-invasives utilisent toujours
une grille d’électrode mais cette fois-ci sur la dure-mère, une paroi rigide sous la
boite crânienne [20]. Ce type de méthode permet de ne pas subir la réduction de
signal due à l’os qui compose la boite crânienne tout en ayant des risques très
limités pour le cerveau. On obtient alors des résultats assez proches de ceux ob-
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tenus avec les ICO beaucoup plus invasives mais avec une intervention médicale
moins importante, bien que loin d’être anodine. L’utilisation la plus connue en
France est le projet ICO développé par Clinatec et ayant pour but d’aider les
personnes atteintes d’un handicap moteur lourd (notamment tétraplégiques) à
se déplacer et réaliser des mouvements via le contrôle par ICO d’un exosquelette
[10]. Finalement les ICO les plus utilisées aujourd’hui sont non-invasives. Pour
celles-ci il suffit d’utiliser un bonnet EEG afin de récupérer les signaux provenant
du cerveau de l’utilisateur. Ces ICO ont l’avantage d’être les plus abordables en
plus d’être sans risque pour l’utilisateur. En revanche leur résolution spatiale est
mauvaise, de même que leur rapport signal/bruit permettant pour le moment
des commandes très limités. Ce type d’ICO étant les plus répandues, cette thèse
sera entièrement liée à sont utilisation. Ainsi les problèmes de résolution spatiale
ainsi que ceux du rapport signal/bruit font partie intégrante de la recherche.

Dans le cadre des ICO non-invasives, les signaux électriques enregistrés par
l’EEG sont liées à une activité cérébrale généralement localisée autour d’un
groupe d’électrode. Il est ainsi possible en connaissant le groupe d’électrodes
lié à une activité cérébrale donnée, de créer des commandes réagissant à ce pa-
terne. Afin de générer des signaux facilement reconnaissables, il est possible de
suivre des séries d’instructions précises. Ces séries d’instructions sont appelées
paradigmes, les plus connus en interface cerveau-ordinateur (ICO) sont : l’ima-
gerie motrice ou motor imagery (MI) en anglais, les potentiels évoqués ou event
related potentials (ERP), les potentiels évoqués visuels stables ou steady-state
visual evoked potentials (SSVEP) et plus récemment les potentiels évoqués vi-
suels modulés par code ou code-modulated visual evoked potententials (cVEP).

Dans le cas de la MI, l’utilisateur doit imaginer le mouvement d’une partie
du corps. Cette imagerie motrice va créer chez l’utilisateur une réponse localisée
dans la partie du cortex sensorimoteur liée à ce membre et autour des fréquences
mu (de 8 à 13Hz) et beta (de 13 à 30Hz) [66] [60]. Les plus utilisés sont les mains,
les pieds, la langue car ils sont situés à des positions éloignés les un des autres
sur le cortex sensorimoteur, permettant ainsi de faciliter la classification des
commandes. La classe "repos" est également souvent utilisée. Elle correspond
à un état où le sujet n’imagine aucun mouvement, que ce soit pour créer une
classe "non commande" où rien ne se passe pour l’ICO ou une autre classe à
part entière. Ce paradigme peut permettre par exemple de contrôler un fau-
teuil roulant en associant chacune des commandes à une direction. Une séance
type d’ICO en MI est constitué d’images représentant la classe à imaginer qui
s’affichent successivement à l’écran avec généralement une petite pause entre
chaque (notamment pour laisser le sujet cligner des yeux ou autre afin de ne pas
parasiter les signaux lors de l’exécution) comme représenté en figure 1.2.

Les ERP fonctionnent très différemment. Ce paradigme est lié à la réaction
du cerveau à certains événements. Le but est de crée un événement, généralement
visuel ou auditif dont la réaction au niveau du cerveau se caractérisera par un
pic de tension dans l’activité électrique du cerveau appelé "potentiel évoqué".
Le cas le plus utilisé en ERP dans le cadre des ICO est le P300. Lors d’une
ICO en P300 plusieurs motifs sont affichés à l’écran, chacun correspondant à
une commande. Lors de la sélection, il est demandé à l’utilisateur de maintenir
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Figure 1.2 – Déroulement classique d’un séance de calibration pour l’utilisa-
tion d’une ICO en MI. L’écran va afficher successivement les différents états
d’imagerie mentale demandés au sujet (ici repos, main droite et main gauche)
afin de créer une base de donnée permettant par la suite de les reconnaître lors-
qu’ils seront imaginés sans instruction dans le but de commander l’ICO.

sont regard sur le motif correspondant à la commande qu’il souhaite effectuer.
Les motifs vont alors flasher à tour de rôle et un potentiel évoqué va apparaître
dans la région occipitale du cerveau environs 300 millisecondes après le flash,
permettant ainsi de savoir quelle commande l’utilisateur souhaite effectuer. Ce
type d’interface cerveau ordinateur est beaucoup utilisé pour épeler des mots
afin de communiquer, comme présenté en Figure 1.3. Dans ce cas, une grille
contenant un alphabet est affichée à l’écran et les lettres vont flasher, permettant
alors de sélectionner une lettre parmi un grand nombre de possibilités.

Le fonctionnement des SSVEP est relativement proche de celui des ERP
avec un nombre généralement plus faible de motifs dont chacun clignote à une
fréquence différente. Ainsi lorsque l’utilisateur regarde un motif précis, des po-
tentiels apparaissent à la même fréquence que celle à laquelle le motif clignote,
créant ainsi une réponse électrophysiologique dont la fréquence suffit à détermi-
ner la commande souhaitée. Leur utilisation se rapproche quant à elle plutôt du
paradigme de MI car il se fait dans le cadre d’un signal stable avec un nombre
relativement faible de commandes. Ce paradigme présente cependant quelques
défauts. En effet ceux-ci reposent sur l’utilisation de flash lumineux clignotants
qui peuvent être visuellement fatiguants voire même présenter un risque de crise
épileptique.

Les cVEP sont un type de paradigme inspiré des SSVEP. L’idée est la sui-
vante : si les flash des motifs se font non pas en suivant une fréquence constante
mais en suivant un paterne unique il est possible d’obtenir une réponse unique
du cerveau pour chaque motif, un peu comme un code-barre. Ainsi, là où les
réponses générées par les SSVEP peuvent être confondues si les fréquences sont
trop proches, les réponses des cVEP sont unique et donnent donc généralement
de meilleurs résultats. Par ailleurs, leur détection peut se faire relativement rapi-
dement et avec des stimulations beaucoup moins agressifs que ceux des SSVEP.
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Figure 1.3 – Déroulement classique de l’utilisation d’un épeleur P300. Succes-
sivement chaque ligne puis chaque colonne est mise en surbrillance. Il est dit à
l’utilisateur de se concentrer sur le flash lumineux lié à la ligne ou colonne où
se situe la lettre qu’il souhaite écrire afin de déclencher un potentiel évoqué 300
ms après le flash. La ligne et la colonne sont ensuite déterminées afin de trouver
la lettre choisie et de l’écrire

1.3 Pré-traitement
Les signaux récupérés par l’EEG sont représentés sous forme de tableau

numérique à deux dimensions étant respectivement le nombre de canaux (repré-
sentant chacun une électrode) et le nombre d’échantillons temporels collectés
à la fréquence d’échantillonnage fs. Lors de l’enregistrement des signaux pro-
venant de l’EEG, la totalité de la session va être enregistrée d’un bloc puis
stockée.

1.3.1 Le filtrage fréquentiel
Suite à cela, un filtrage fréquentiel est effectué. Celui-ci peut prendre plu-

sieurs formes :
— Premièrement, en Europe les lignes électriques génèrent un champ élec-

trique à 50 Hz. Ce champ génère du bruit dans les signaux EEG et doit
donc être filtré afin de ne pas poser de problème lors du traitement de
signal. Un filtre coupe-bande à 50 Hz est donc appliqué sur les séries
temporelles de l’EEG.

— Ensuite, comme expliqué en 1.2, chaque paradigme possède une ou plu-
sieurs bandes de fréquences préférentielles qui vont être mises en avant
en utilisant un ou plusieurs filtres passe-bande.

Une fois les filtres fréquentiels appliqués, la session est découpée pour corres-
pondre aux commandes envoyées au système. Chacune d’entre elles est repré-
sentée par une série temporelle multi-canaux Xi∈[1,Nt] de taille (Nc, Ns) avec
Nc le nombre de canaux et Ns le nombre d’échantillons (samples en anglais)
de la série temporelle. Cette série temporelle est usuellement appelée un essai
(ou trials en anglais) ; on note Nt le nombre d’essais. L’ensemble des essais est
noté par un tableau multidimensionnel X de taille (Nt, Nc, Ns). On lui associe
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généralement un vecteur de labels y dont les coefficients yi correspondent à la
classe de l’essai Xi, c’est à dire la tâche mentale exécutée pendant cet essai.

1.3.2 Le filtrage spatial
Lors du traitement des signaux récoltés plus tôt, certains canaux peuvent

avoir une plus grande importance que d’autres dans la prise de décision. En ef-
fet, il arrive que certains canaux soient trop bruités pour que l’information qu’ils
apportent aide, parfois tellement qu’au contraire les utiliser contaminerait l’in-
formation apportée par les autres canaux. De la même façon, une électrode
située proche du cortex sensori-moteur va généralement donner des informa-
tions bien plus pertinentes qu’une électrode frontale dans le cadre d’imagerie
motrice. Il en va de même pour tous les autres paradigmes ; chacun possède son
set d’électrodes préférentiel permettant d’extraire des informations pertinentes.
Cette étape de sélection d’électrodes pertinentes est appelée le filtrage spatial.
Elle peut aller du simple choix "à la main" de jeu d’électrodes considérées comme
pertinentes à l’utilisation d’algorithmes supervisés permettant d’extraire les ca-
naux maximisant la séparation des classes à différentier de façon automatique.
L’une des méthodes les plus connues est l’Analyse en Composantes Principales
ou Principal Components Analysis (PCA) [1] qui permet d’identifier les vecteurs
principaux de variabilité dans un espace de caractéristiques comme montré en
figure 1.4. Pour cela considérons un espace de caractéristiques. Le but est d’ex-
traire ces vecteurs appelés composantes principales, ou a minima de les trier de
la composante la plus importante à la plus faible. Ces composantes sont extraites
de telle sorte à créer une base orthonormée de l’espace de base mais sur laquelle
on a effectué une rotation pour correspondre à l’ordre d’importance des compo-
santes principales. Cette méthode s’avère très utile, notamment lorsqu’il s’agit
de réduire la taille d’un espace de caractéristiques avec un grand nombre de di-
mension, ou encore de comprendre quelles sont les caractéristiques pertinentes
pour l’étude d’un phénomène. Dans le cas des ICO cela permet de déduire par
exemple certains ensembles de canaux qui varient plus fort que d’autres lors de
l’exécution des taches mentales, cela peut aussi permettre d’observer les canaux
variant de manière trop importante et qui peuvent être synonymes de bruit ou
d’autres problématiques liées à l’EEG en lui même ou au sujet (décollement
d’électrode, mauvaise impédance, contraction musculaire visible dans l’EEG,
etc...).
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Figure 1.4 – Représentation schématique du fonctionnement d’une PCA.

Une autre méthode de filtrage spatiale utilisée en ICO est l’Analyse en Com-
posante Indépendante ou Independant Component Analysis (ICA) [23]. Cette
méthode est généralement utilisée pour décomposer un signal réel en plusieurs
composantes indépendantes. La façon classique d’expliquer l’utilité de cette mé-
thode est de considérer qu’elle se place dans le domaine de la séparation de
source. C’est à dire que son but est de séparer des signaux provenant de sources
différentes grâce à des capteurs qui vont capter tous les signaux de façon plus
ou moins forte. L’exemple le plus connu est de se placer dans une salle avec plu-
sieurs personnes qui parlent et de dire qu’on a autant de micros à des endroits
différents que de personnes qui parlent. Ces micros vont capter des sons venant
de chacune des personnes mais de façon un peu différente ; soit décalés dans le
temps, soit simplement modulés avec une certain intensité liée à leur éloigne-
ment au micro. Dans le cadre de l’ICA, seule la différence d’intensité est prise
en compte mais cette différence permet d’identifier de façon précise ce que dit
chacune des personnes et de séparer leur discours, pour peu qu’il y ait au moins
autant de micro que de personnes. Son utilisation principale en ICO a pour but
d’identifier la part du signal EEG liée à des signaux non cérébraux (notamment
les mouvements oculaires) afin de pouvoir l’éliminer pour améliorer la qualité
du signal. [2]
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Figure 1.5 – Représentation schématique du fonctionnement d’une ICA. À
la différence de la PCA, l’ICA s’intéresse surtout à récupérer des composantes
indépendantes plutôt que des composante maximisant la variance.

Par ailleurs, en ICO la méthode qui donne généralement les meilleurs résul-
tats lors de la recherche de structures spatiales dans les signaux est généralement
le Common Spatial Pattern (CSP) [47], [14], [35]. Celui-ci sélectionne les élec-
trodes maximisant le rapport entre la variance d’une classe A et celle d’une
classe B puis sélectionnant ensuite d’autres électrodes qui minimisent ce rap-
port (c’est à dire maximisent l’inverse de ce rapport). Expliqué grossièrement,
cela revient à chercher les électrodes sur lesquelles "la classe A a un fort impact
par rapport à B" puis celles ou "la classe B a un fort impact par rapport à A"
pour faciliter la classification à venir. Pour rentrer dans les détails, considérons
deux fenêtres de signal XA et XB représentatifs des classes A et B ainsi qu’une
pondération w. On cherche à déterminer notre pondération w de telle sorte à
maximiser le ratio de variance entre les deux, c’est à dire

w = argmax
w

(
||wXA||2

||wXB ||2

)
(1.1)

= argmax
w

(
wXAX

T
Aw

T

wXBXT
Bw

T

)
. (1.2)

Qui est la même chose que

w = argmax
w

(
wCAw

T

wCBwT

)
(1.3)
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avec CA et CB les matrices de covariance respectives des classes A et B. Dans les
fait, comme obtenir les fenêtres représentatives des classes A et B peut-être com-
plexe, on préfère l’écriture en équation 1.3 car elle permet de considérer comme
matrices de covariance représentatives de chacune des classes leur matrices de
covariance moyennes calculées de la manière suivante :

Ck =
1

Ns
XkX

T
k , k ∈ {A,B}. (1.4)

Dans le cas général où nous ne possédons pas de fenêtre de signal représentatif
des classes A et B, la matrice de covariance correspondante à chacun des classes
est calculée en faisant la moyenne des matrices de covariances sur chacun des
essais de la classe, donnant alors :

Ck =
1

Nk

∑
yi=k

1

Ns
XiX

T
i , k ∈ {A,B}, (1.5)

avec Nk le nombre d’essais présents dans la classe k ∈ {A,B} et yi le label de
la classe correspondant à l’essai i.

Pour résoudre le problème donné en équation 1.3, en reprenant les articles
[47] et [68], on considère la matrice de covariance composite

CAB =
1

2
(CA +CB) (1.6)

que l’on décompose en vecteurs propres tel que

CAB = UΛUT (1.7)

avec U la matrice de vecteurs propres et Λ le vecteur de valeurs propres de la
matrice de covariance composite. On peut alors calculer la transformation du
blanchiment

P = Λ− 1
2UT (1.8)

qui égalise les variances de l’espace propre représenté par U. Cette transforma-
tion peut être alors simplement appliquée aux matrices de covariances CA et
CB de la manière suivante

Sk = PCkP
T , k ∈ {A,B}. (1.9)

On obtient alors que les matrices partagent les même vecteurs propres et
que la somme des valeurs propres correspondante sera toujours 1 [34]. C’est à
dire qu’en considérant une matrice de vecteurs propres Q de SA, on obtient que

SA = QΛAQ
T (1.10)

mais également
SB = QΛBQ

T (1.11)

avec ΛA +ΛB = INc
.
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Ce résultat est particulièrement intéressant car cela signifie que si l’on consi-
dère les valeurs de ΛA rangées dans l’ordre croissant, les premiers vecteurs
propres de Q maximisent la variance au niveau de la classe A et, étant donné
la contrainte imposée aux valeurs propres, minimise la variance au niveau de
la classe B. À l’inverse, les derniers vecteurs seront ceux qui minimiseront la
variance de A et maximiseront celle de B. On obtient alors une matrice de
projection W telle que

W = QTP. (1.12)

Le premier vecteur de W sera ainsi le w recherché dans l’équation 1.3 tandis
que le dernier correspondra à la maximisation du ratio inverse, nous permettant
d’obtenir les pondérations d’électrodes recherchées.

En prenant un petit exemple 2D, permettant de visualiser ces équations
géométriquement, cela revient à calculer les variances pour obtenir un résultat
proche de la figure 1.6 où on remarque que la variance 1 pour les deux classes
(V1,A et V1,B) maximise le rapport

r =
Vi,A

Vi,B
,

tandis que la variance 2 des deux classes minimise ce rapport (et donc maximise
sont inverse). Évidemment il s’agit ici d’un exemple 2D pour une méthode de
filtrage spatial donc il est difficile de voir un grand apport à cette sélection mais
dans les faits, lorsque beaucoup de dimension sont en jeu, pondérer les canaux
à l’aide de ce rapport de variance permet de grandement améliorer la précision
d’un système.
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Figure 1.6 – Représentation schématique du fonctionnement d’un CSP.

1.4 Matrice de covariance et géométrie rieman-
nienne

Dans le cadre de la géométrie Riemanienne, une matrice de covariance est
ensuite calculée pour chaque essai. De part les caractéristiques recherchées, la
méthode de calcul des matrices de covariance varie d’un paradigme à l’autre.
Ces méthodes sont donc décrites ci-après. C’est là qu’intervient le concept de
géométrie Riemanienne pour duquel l’intérêt de la communauté scientifique en
ICO ne fait que croître depuis quelques années [98]. Ce type de géométrie prend
place car une matrice de covariance n’est pas un objet mathématique classique.
Ce type de matrice appartient au domaine des matrices symétriques définies po-
sitives (SDP) (ou semi-definies positives si on considère que les signaux peuvent
être redondants et donner des matrices à rang non plein). Les matrices SDP
possèdent des caractéristiques particulières ne leur permettant pas d’être consi-
dérées comme un espace euclidien. En effet, rien que la soustraction de deux
matrices SDP, ou la multiplication d’une matrice SDP par un scalaire réel peut
donner une matrice non SDP. Le domaine des matrices SDP est en fait une
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variété riemannienne [12]. Cette variété, même si elle empêche beaucoup de cal-
culs classiques qu’on retrouve dans un espace euclidien a tout de même certaines
propriétés très pratiques. Notamment on peut y calculer la distance entre deux
points de telle sorte à ce que tous les points le long du chemin le plus court
reliant deux points reste dans la variété. Le nom de la courbe de longueur mini-
male qui respecte cette règle est appelée la géodésique. L’exemple le plus connu
pour expliquer ce concept est de prendre la planète Terre. Et sur cette planète,
il existe plusieurs façon d’estimer la distance entre deux villes. On pourrait sim-
plement prendre la distance euclidienne qui les sépare, la ligne droite qui passe
au travers de la planète pour estimer cette distance, cependant on voit bien que
pour estimer le trajet, même à vol d’oiseau d’une ville à l’autre, cette "ligne
droite" n’est pas la meilleure distance. L’autre façon d’estimer cette distance
est de suivre la courbe de la planète pour donner une estimation du trajet "à
vol d’oiseau" le plus court qui sépare ces deux villes. Ce trajet là est exactement
ce qu’on appelle la géodésique dans le cadre de la variété que représente la sur-
face de la planète Terre. De la même manière on calcule la distance entre deux
matrices de covariance en suivant la géodésique le long de la variété rieman-
nienne des matrices SDP. Cette distance a permis de donner lieu à différents
algorithmes qui vont être étudiés plus loin dans cette introduction.

1.4.1 Matrice de covariance en MI
Le cas de l’imagerie motrice est le plus simples de ceux qui vont être expliqués

dans ce manuscrit. On considère les données X filtrées et découpées en plusieurs
essais. Dans le cadre de la géométrie riemannienne, chaque essai Xi de taille
(Nc, Ns) est alors centré puis transformé en matrice de covariance Ci. La façon
la plus simple est de passer par l’équation

Ci =
1

Ns
XiX

T
i . (1.13)

Il s’agit de l’estimateur du maximum de vraisemblance de la matrice de co-
variance. Il est aussi très fréquent de diviser par Ns − 1 plutôt que Ns afin
d’obtenir un estimateur non biaisé de la matrice de covariance. Cependant il
existe de nombreuses autres estimations de la matrice de covariance, notam-
ment l’estimateur Oracle Approximating Shrinkage (OAS) [21] qui a été très
largement utilisée dans les résultats présentés dans cette thèse car très perfor-
mant. Mathématiquement celui-ci est défini de la manière suivante

Ĉi = (1− ρ)Ci + ρ
tr(Ci)

Nc
INc (1.14)

avec ρ le coefficient de rétrécissement dont le calcul est détaillé dans l’article [21].
Ces estimateurs sont généralement plutôt des façons de corriger la matrice de
covariance des échantillons calculée plus tôt. Ils permettent notamment d’assu-
rer certaines propriétés recherchées pour les matrices de covariance, comme par
exemple la définie-positivité. En effet, il arrive régulièrement que des données
réelles donnent lieu à des matrices de covariance qui ne sont pas définie-positives,
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c’est à dire que certaines valeurs propres de la matrices sont nulles voire par-
fois même négatives (bien que les valeurs négatives vont généralement être très
proches de 0 et liées à des approximations de calcul machine). Cela peut arriver
notamment lorsque le gel placé au niveau des électrodes de l’EEG se propage
d’une électrode à l’autre et les lie électriquement, ce qui donne lieu à deux ca-
naux qui ont quasiment voire totalement les mêmes signaux, donnant lieu à une
valeur propre nulle dans la matrice de covariance (car deux lignes/colonnes ont
les mêmes valeurs). La non positivité stricte d’une matrice pose généralement
un vrai problème dans la suite des calculs en géométrie riemannienne car elle
fait perdre certaines propriétés utiles qui vont parfois générer des erreurs lors de
l’exécution du code qui souhaite les utiliser, donnant lieu à de longues journées
de travail perdues à essayer de comprendre des erreurs dont il est difficile de
trouver la source. Le pré-traitement appliqué aux signaux EEG dans le cadre
de la MI est résumé en figure 1.7.

1.4.2 Matrice de covariance en ERP
Pour les ERP, le calcul de matrices de covariance classiques effectué pour les

MI est sous-optimal de par les caractéristiques recherchées. En effet, en ERP
on souhaite trouver le potentiel évoqué qui est très caractéristique sur le plan
temporel mais la matrice de covariance calculée ici donne seulement des infor-
mations spatiales. Il faut donc trouver un moyen que les informations spatiales
puissent nous donner des informations sur la présence ou non du potentiel évoqué
sur le plan temporel. Pour cela la technique qui a été imaginée a été d’estimer
le potentiel évoqué caractéristique. Le potentiel évoqué caractéristique repré-
sente la réponse attendue lorsque l’événement choisi a lieu (par exemple le flash
lumineux de la colonne correspondante à la lettre choisie dans le cadre d’un
épeleur P300). La façon la plus simple d’obtenir cette réponse est le calcul de
la moyenne des différents essais dans lesquels cette réponse est censée avoir eu
lieu. Cela permet d’obtenir une réponse caractéristique relativement propre et
peu bruitée [9]. On considère y le vecteur des labels des classes de l’ensemble
des essais X et yi le label numéro i de y correspondant donc à l’essai i de X.
On notera également + la classe "target", à savoir la classe cible qui correspond
à l’événement donnant lieu à une réponse caractéristique et − la classe "non-
target" qui correspond à tous les essais dans lesquels l’événement n’a pas lieu.
Le calcul de ce potentiel évoqué X

+
se fait en moyennant les essais appartenant

à la classe "target" tel que

X
+
=

1

N+

∑
i,yi∈+

Xi, (1.15)

avec N+ le nombre d’essais dans la classe "target". Cette réponse caractéristique
X

+
est ensuite ajouté à chaque essai (quelle que soit sa classe) comme schématisé

dans la figure 1.7 où le potentiel évoqué caractéristique est en vert clair tandis
que les essais sont en bleu foncé. On notera X+

i l’essai Xi augmenté avec le
potentiel évoqué caractéristique X

+
via la concaténation
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X+
i =

[
Xi

X
+

]
. (1.16)

Une fois ce trial augmenté calculé (et parfois même avant), un filtrage spatial
est calculé de telle sorte à réduire la dimension de l’essai mais également du
potentiel évoqué caractéristique tout en améliorant leur pertinence dans le cadre
de la classification à venir. La matrice de covariance Ci est ensuite calculée de
façon analogue à celle des matrices de covariance en MI, à savoir

Ci =
1

Ns
X+

i X
+T
i . (1.17)

Cette nouvelle matrice de covariance augmentée possède des caractéristiques
particulièrement utiles pour reconnaître le potentiel évoqué caractéristique, no-
tamment dans la covariance entre l’essai de base Xi et le potentiel évoqué carac-
téristique X

+
qui apparaît en turquoise dans la figure 1.7 [9]. En effet, lorsque

l’essai Xi possède des signaux se rapprochant fort de la réponse caractéristique
X

+
, la covariance entre les deux va alors être plus élevée que dans un essai

classique, ce qui permet de dire qu’on a potentiellement affaire à un essai "tar-
get". Il arrive même lorsque la matrice de covariance n’est pas trop retravaillée
de ne prendre que cette partie turquoise pour effectuer la classification car les
informations les plus déterminantes pour la classification vont généralement s’y
trouver. Dans le cadre de cette thèse, la matrice de covariance est ensuite assez
retravaillée donc on fait le choix de la garder complète même s’il est évident que
certaines informations sont inutiles, notamment la partie vert clair de la ma-
trice de covariance qui est la covariance entre la réponse caractéristique et elle
même, ce qui donne une matrice qui n’a aucune variation d’un essai à l’autre,
la rendant inutile au possible voire noyant un peu les informations utiles dans
d’autres nombres qui restent constants.

1.4.3 Matrice de covariance en SSVEP
En SSVEP la matrice de covariance n’est pas non plus simple comme ce

qu’on peut retrouver en MI. Pour comprendre comment on arrive au résultat
final, il faut reprendre ce qui est recherché lors de l’estimation de la classe en SS-
VEP. En SSVEP on cherche a estimer des classes de fréquence dans les signaux
EEG reçus. En effet, comme expliqué plus tôt, la fréquence de clignotement à
l’écran de la forme représentant la commande souhaitée doit se retrouver ensuite
dans l’EEG. Cela signifie qu’on a autant de fréquences d’intérêt que de classes
possibles. Ainsi arrive la mise en place de ce qu’on appelle un banc de filtre ou
filter bank en anglais. Ce banc de filtre est constituée de plusieurs filtres fré-
quentiels qui vont être appliqués de façon indépendante à une copie de chacun
des essais. Dans les faits, en considérant un essai Xi et des filtres à respective-
ment, fréquence f1 jusque fNclass

Hz, avec Nclass le nombre de classes différentes
à classifier, on peut obtenir Nclass nouveaux essais Xf1

i jusque X
fNclass
i filtrés

chacun indépendamment autour de sa fréquence de référence. Ces essais filtrés
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sont ensuite concaténés un peu à la manière de l’essai augmenté en ERP, don-
nant un nouveau type d’essai augmenté X

[f1,...,fNclass]
i tel que

X
[f1,...,fNclass

]

i =


Xf1

i

Xf2
i

...

X
fNclass
i

 . (1.18)

Cet essai augmenté est bien évidemment passé par un filtrage spatial per-
mettant d’en réduire la dimension (avant ou après la concaténation, mais préfé-
rentiellement avant et appliqué à tous les essais filtrés de la même manière) va
ensuite permettre de calculer directement la matrice de covariance Ci toujours
via l’estimateur de maximum de vraisemblance, telle que

Ci =
1

Ns
X

[f1,...,fNclass
]

i X
[f1,...,fNclass

]T

i . (1.19)

Il est cependant important de noter que le meilleur estimateur permettant de
corriger la matrice de covariance peut varier selon le paradigme ou l’application
utilisés. Généralement la correction appliquée est précisée avec la méthode dans
les articles. Dans le cadre de cette thèse, l’estimateur OAS a été systématique-
ment utilisé dans les calculs, sauf mention contraire. La matrice Ci maintenant
définie, on obtient une matrice par bloc comme en figure 1.7 dont l’intérêt prin-
cipal se trouve au niveau des blocs représentant la covariance entre un essai
filtré à une fréquence donnée et lui même. En effet, lorsqu’une fréquence doit se
trouver dans les données, l’auto-covariance liée à cette fréquence se démarquera
par rapport aux autres par une intensité forte, ce qui permettra de reconnaître
la classe. Dans les faits il existe deux grandes façon de traiter la matrice Ci. La
première, considérée comme sous-optimale, est de garder la matrice complète,
même si cela implique un grand nombre de données peu intéressantes. En effet,
seuls les Nclass blocs diagonaux présentent un réel intérêt pour la classification
tandis que les Nclass ∗ (Nclass− 1) blocs non-diagonaux ne font potentiellement
que noyer l’information des autres. L’autre méthode, plus utilisée bien que com-
plexe à mettre en place est d’extraire les matrices d’auto-covariance de chaque
fréquence et les traiter indépendamment, rajoutant une nouvelle dimension dans
le traitement des données. Cela permet d’obtenir généralement de meilleurs ré-
sultats car les fréquences vont chacune être traitées de façon indépendante et de
réduire grandement la taille des données traitées et plus précisément de la diviser
par Nclass. La seconde méthode, bien que très attrayante n’a pas ou très peu été
utilisée au cours de cette thèse car elle rajoutait beaucoup de complexité dans
la création d’un code permettant de tourner de la même façon sur les trois pa-
radigmes présentés ici, notamment dû à l’ajout d’une dimension complète dans
les données qui n’a lieu que pour un seul paradigme. Il est donc important de
noter que les résultats obtenus sur les bases de données en SSVEP peuvent être
potentiellement encore améliorés notamment par l’utilisation de cette méthode
de découpage des matrices de covariance.
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Figure 1.7 – Résumé du pré-traitemenent des données EEG pour les para-
digmes MI (haut), P300 (milieu) et SSVEP (bas).
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1.4.4 Un point sur la classification dans la variété rieman-
nienne

Une fois la (ou les) matrice de covariance calculée, on se situe comme dit
précédemment dans la variété riemannienne des matrices SDP que l’on dénotera
SNc
++ en considérant que les matrices seront toutes de taille (Nc, Nc) pour simpli-

fier. L’utilisation de cette variété a été introduite dans le cadre des interfaces cer-
veau ordinateur pour la première fois par Alexandre Barachant en 2011 au cours
de sa thèse [5]. Celle-ci découle de l’utilisation qui en a été faite en détection
radar notamment. Après la mise au point d’algorithmes, tels que la minimum
distance to Riemannian mean qui sera expliquée plus bas, Alexandre Barachant
a participé à plusieurs compétitions de classification de signaux neuronaux sur
internet qu’il a remporté à l’aide de ces méthodes face à des algorithmes golden
standard du moment, prouvant la puissance de l’utilisation de cette géométrie.
Par la suite ses travaux ont été beaucoup repris et la géométrie riemannienne est
devenue un domaine à part entière dans la recherche en ICO. D’autres avancées
ont d’ailleurs été faites, que ce soit sur le plan de la classification avec notam-
ment la projection des matrices dans l’espace tangent permettant l’utilisation
d’algorithmes de classification fonctionnant dans un espace euclidien ou encore
dans le domaine de l’apprentissage par transfert [101], [71] qui sera développé
plus tard dans cette thèse car se rapportant de très près au travail de recherche
qui sera présenté dans les pages à venir.

Comme on vient de le laisser entendre, cette matrice SDP peut désormais
être utilisée de nombreuses manières différentes. La première qui a été utilisée
est la classification dans la variété. Sur la variété des matrices SDP la géodésique
est unique et existe toujours. La distance entre deux points est donc toujours
définie et se traduit par la distance de Riemann δR définie par

δR(C1,C2) = ||Log(C
− 1

2
1 C2C

− 1
2

1 )|| =

√√√√ Nc∑
i=1

log2(λi) (1.20)

où les λi sont les valeurs propres réelles et strictement positives de C
− 1

2
1 C2C

− 1
2

1 .
De cette distance découle la moyenne riemannienne qui se définie comme le
barycentre riemannien d’un ensemble de matrices de covariance. Pour expliquer
plus précisément, considérons un ensemble C = {C1,C2, ...,CNt

} de Nt matrices
appartenant à SNc

++. Le barycentre riemannien RC de ces matrices minimise la
somme du carré des distances à lui. Ce qui donne

RC = arg min
C∈SNc

++

(
Nt∑
i=1

δ2R(C,Ci)

)
(1.21)

Comme il n’existe pas de forme réduite de cette expression, on utilise soit
une valeur approchée de ce barycentre, soit on le calcule de manière itérative
[53]. Cette définition du barycentre permet plusieurs opérations en ICO, que ce
soit le recentrage dont nous parlerons plus tard ou encore le développement de
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l’algorithme de Minimum Distance to Riemannian Mean (MDRM) [7] permet-
tant la classification dans la variété de Riemann et mis en place par Alexandre
Barachant dans le cadre des ICO en 2011. Cet algorithme bien que très effi-
cace est en fait très simple. Il s’agit simplement de l’extension riemannienne
de l’algorithme de Minimum Distance to Mean. La méthode est la suivante,
on considère Nt de points repartis en Nclass classes. Les points d’une même
classe ont généralement tendance à être plus proches les uns des autres, comme
schématisé en figure 1.8a. Cela permet de considérer leur barycentre comme
relativement représentatif de l’ensemble. Ainsi lorsqu’un nouveau point arrive
(figure 1.8b) et doit être classifié, il suffit d’estimer la distance de ce point à
chacun des barycentres (figure 1.8c) pour finalement prendre une décision en
considérant que la classe la plus probable est la classe dont le barycentre est le
plus proche (1.8d), d’où le nom Minimum Distance to Mean. Dans certains cas,
il est possible suite à la classification du nouveau point d’estimer à nouveau le
barycentre de la classe possédant désormais un nouveau point. Cela peut per-
mettre d’avoir une estimation de plus en plus précise du barycentre mais pose
cependant le problème de potentiellement décaler le barycentre en cas d’erreur
de classification. Cet méthode très simple a la bon goût de simplement nécessi-
ter une distance ainsi que de fait une estimation du barycentre de chacune des
classes pour fonctionner correctement. Ainsi dans le cadre de la variété rieman-
nienne des matrices SDP, cette méthode peut être appliquée et tenir compte
de la géométrie particulière de l’espace en considérant la distance Riemanienne
ainsi que les barycentres riemanniens de chacune des classes donnant donc le
MDRM. Pour se le représenter de façon géométrique il est tout à fait correcte de
reprendre la représentation de la planète Terre et des villes dont je parlais plus
tôt en l’adaptant un peu et en considérant par exemple des villes qu’on souhaite
regrouper en plusieurs groupes proches géographiquement pour des raisons de
logistique. Cette méthode est vraisemblablement la première à avoir tiré parti
de la géométrie riemannienne dans le cadre des ICO.

1.4.5 De la matrice de covariance au vecteur de caracté-
ristiques

L’algorithme de MDRM, bien que toujours performant, a été par la suite
dépassé par de nouvelles méthodes dites "dans l’espace tangent". Ces méthodes
ont pour but de tirer parti de l’apport de la diversité des informations liées aux
matrices de covariance mais en réduisant les contraintes liées à la représentation
dans la variété riemannienne, ce qui permettrait d’étendre facilement le nombre
d’algorithmes de classifications utilisables dans ce cadre. Pour cela l’idée est de
réussir à passer dans un espace euclidien sans perdre trop de la géométrie de
la variété. Et en reprenant l’exemple de la planète Terre, quel est le moyen le
plus connu de se représenter le monde sans avoir à balader un globe terrestre
avec soi ? Le planisphère ! Et qu’est-ce qu’un planisphère si ce n’est la projec-
tion d’une sphère sur un espace en 2 dimensions ? Dans le cadres des ICO, la
variété riemannienne des matrices SDP de taille Nc est un "cône" en dimen-
sion R 1

2Nc(Nc+1). En effet, les matrices étant symétriques, elles sont totalement
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(a) (b)

(c) (d)

Figure 1.8 – Représentation schématique du fonctionnement de l’algorithme
de Minimum Distance to Mean (MDM)
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définies par leur triangle supérieur droit (ou inférieur gauche), ce qui corres-
pond à Nc(Nc+1)

2 termes. Par ailleurs la positivité implique une autre contrainte
étant que le déterminant est strictement positif. Pour expliquer pourquoi cette
contrainte résulte en un cône, on prend généralement l’exemple des matrices
SDP de taille (2, 2) et donc de la forme

A =

(
a c
c b

)
Ce type de matrice appartient donc bien à R3 car possédant 3 termes indépen-
dants. Ajouter la positivité rajoute la contrainte ab − c2 > 0. Avec les change-
ments de variables u = 1

2 (a+ b) et v = 1
2 (a− b), on obtient

u2 + v2 > c2

qui est l’équation d’un cône en 3 dimensions.
En revenant à la forme générale, ce cône est ensuite projeté dans R 1

2Nc(Nc+1)

de telle sorte à rapprocher d’une géométrie euclidienne. Pour cela on utilise l’opé-
rateur logarithme matriciel et plus précisément on projette le cône sur l’espace
tangent à un point comme schématisé en figure 1.9. La définition de cet espace
tangent permet un grand nombre de choses en géométrie riemannienne si bien
que la définition même de la distance définie en équation 1.20 sur la variété
découle de l’introduction d’une métrique dans l’espace tangent. On utilise géné-
ralement comme point de projection le barycentre riemannien RC introduit plus
haut permettant d’avoir des distances au point de projection minimisées de telle
sorte à réduire les erreurs d’estimation liées à de trop grandes distances entre les
points. Le choix du barycentre riemannien possède également d’autres avantages
notamment dans le cadre de l’apprentissage par transfert en ICO mais cela sera
détaillé plus tard. Considérons donc notre ensemble C = {C1,C2, ...,CNt} de
Nt matrices appartenant à SNc

++ ainsi que leur barycentre riemannien RC dé-
fini plus haut. Lorsque le calcul du barycentre riemannien pose des problèmes
(notamment en terme de temps de calcul lié à l’optimisation de l’obtention du
minimum), il est également très commun d’utiliser la moyenne Log-euclidienne
définie par RLE = Exp

(
1
Nt

∑
i Log (Ci)

)
([33]). La projection Mi d’une ma-

trice Ci au point RC s’écrit

Mi = R
1
2

C Log
(
R

− 1
2

C CiR
− 1

2

C

)
R

1
2

C . (1.22)

La même transformation étant appliquée à toutes les matrices Ci ∈ C, cela
correspond à un recentrage "riemannien" de l’ensemble telle sorte à position-
ner le barycentre RC à l’identité INc . Les matrices recentrées R

− 1
2

C CiR
− 1

2

C que
l’on notera C′

i sont ensuite envoyées vers l’espace tangent via l’opérateur loga-
rithme matriciel Log(.). Et finalement les matrices sont renvoyées à une position
"proche" de leur toute première position Ci via la transformation inverse du re-
centrage tel que Mi = R

1
2

C Log (C′
i)R

1
2

C . Cette dernière étape est souvent passée
lors du passage à l’espace tangent pour les mêmes raisons d’apprentissage par
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Figure 1.9 – Schématisation du recentrage et de la projection dans l’espace
tangent à RC . Les formes utilisées ne sont pas réellement celles que prennent les
espaces afin de simplifier la compréhension.

transfert dont j’ai parlé un peu plus tôt. On gardera tout de même la notation
Mi pour noter les matrices projetées, qu’elles soient recentrées ou non. Par la
suite, on va préférer avoir des matrices dont la moyenne cette fois-ci arithmétique
se situe à 0Nc la matrice nulle carrée de taille Nc. On notera d’ailleurs que suite
à l’utilisation de l’opérateur logarithme matriciel Log(.), le point autour duquel
les matrices sont centrées (au sens du barycentre riemannien) n’est plus INc

. On
observe cependant dans les faits que lorsque les matrices sont centrées (au sens
du barycentre riemannien) sur INc avant la projection, elle sont centrées (au
sens de la moyenne arithmétique) sur 0Nc . En effet, la moyenne riemannienne
agis comme une moyenne géométrique sur les matrices et que l’opérateur Log(.)
a donc pour effet que des matrices centrées au 1 matriciel qu’est INc

au sens de
cette moyenne géométrique sont centrées vers le 0 matriciel qu’est 0Nc

au sens
arithmétique.

Une fois les matrices envoyées vers l’espace tangent, elles sont désormais trai-
tées comme des matrices symétriques classiques ([63]). À partir de cette étape,
on se place dans un espace muni de la norme euclidienne, ce qui permet l’uti-
lisation d’un grand nombre d’algorithme d’apprentissage automatique. Le fait
de traiter avec des matrices symétriques signifie qu’une partie conséquente des
données est en double, à savoir les termes non-diagonaux. Pour des raisons cal-
culatoires il est donc usuel de vectoriser ces matrices afin d’obtenir un vecteur
de taille Nc(Nc+1)

2 . Avant de simplement prendre les Nc(Nc+1) termes indépen-
dants, il est préférable de multiplier les termes non-diagonaux par

√
2 de telle

sorte à conserver les normes et les distances par rapport aux matrices symé-
triques. On obtient donc en considérant zi le vecteur tangent correspondant à
la matrice tangente Mi

zi = triu (Mi ◦A) ,

où triu(.) est l’opérateur qui vectorise la partie triangulaire supérieure d’une
matrice, et A est une matrice ayant la même forme que Mi, remplie de 1 sur
la diagonale et de

√
2 sur la partie hors diagonale. Comme les matrices ont été
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préalablement recentrées, les vecteurs résultants sont également recentrés, ce
qui signifie que le vecteur tangent moyen est le vecteur nul. Ces vecteurs tan-
gent sont désormais ce qui se rapproche le plus de vecteur de caractéristiques
classiques qu’on peut retrouver dans toutes les méthodes d’apprentissage ma-
chine usuelles. Cela permet d’utiliser la grande majorité des méthodes connues
et qui fonctionnent très bien dans un espace euclidien classique. À un détail
près, il est généralement nécessaire d’observer une certaine gausiennité dans les
données afin de pouvoir assurer une utilisation correcte de certaines méthodes.
Cependant, les transformations qui ont été effectuées jusque là sur les signaux
rendent ces vecteurs analogues au logarithme des puissances des signaux, or ce
type de vecteurs en interface cerveau ordinateurs (générés suite à un CSP par
exemple) ont tendance à se répartir de façon gaussienne dans l’espace de carac-
téristiques (ou à minima comme des sommes de gausiennes). Cette observation
permet donc d’appliquer les méthodes d’apprentissages automatique dans un
cadre adapté.

1.4.6 Classification dans l’espace tangent
Trois méthodes sont très utilisées pour classifier des vecteurs tangents, à

savoir l’Analyse Discriminante Linéaire ([7]), la Machine à Vecteur de Support
([94]) et la Régression Logistique ([80]). Parmi ces méthodes, la plus connue est
probablement l’Analyse Discriminante Linéaire ou Linear Discriminant Analysis
(LDA) [41] La LDA était déjà utilisée sur les vecteurs caractéristiques corres-
pondant au logarithme des puissance des signaux, notamment suite à un CSP.
Ce pipeline est d’ailleurs généralement dénommée CSP-LDA et est encore uti-
lisée aujourd’hui pour faire des ICO assez simples sans avoir à rentrer dans des
complexités géométriques comme le cadre riemannien. Il était donc assez naturel
d’utiliser cette méthode sur les vecteurs tangents zi afin de les classifier. Cette
nouvelle méthode est dénommée Tangent Space Linear Discriminant Analysis
(TSLDA) et a été introduite dans le domaine des ICO par Alexandre Barachant
en 2011 [7] et suite à des premières recherches plus exploratoires en 2010 sur la
LDA et les vecteurs tangents [6]. L’idée de la LDA est de considérer que chacune
des classes i peut être représentée comme une loi de probabilité normale de loi
(µi, Σi) dans l’espace de caractéristiques. À cela s’ajoutent quelques assomp-
tions en plus, notamment l’homoscédasticité (tous les Σi sont égaux, ce qui est
généralement le cas ou proche de l’être dans notre cas). La but premier de la
LDA est de définir une projection dans l’espace de caractéristique qui maximise
l’espace entre les densités de probabilité afin de faciliter la classification à venir
comme présenté en figure 1.10. Pour ce faire, celle-ci sélectionne un filtre spatial
qui maximise la variance inter-classe par rapport à la variance intra-classe. Dans
les faits, cette méthode a ensuite été étendue pour effectuer la classification à
l’aide de cette projection. Cela permet de classifier des points étant donné leur
probabilité d’appartenance à une classe.

La Machine à Vecteur de Support ou Support Vector Machine (SVM) a
dans son cas un fonctionnement très différent [17]. Le but d’une SVM est de
créer un hyperplan permettant de séparer au mieux deux classes. Pour cela, cette
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Figure 1.10 – Représentation schématisée de la LDA et l’impact de la projec-
tion sur la classification à suivre.

méthode s’aide de vecteurs de supports dans chacune des classes qui représentent
les vecteurs les plus proches de l’autre classes. On sait que l’hyperplan se placera
à équidistance de ces points (plus ou moins modifiée dans le cas de multiples
vecteurs de supports et d’autres paramètres) et il suffit désormais de trouver
l’orientation que cet hyperplan va suivre. Celle-ci est choisie dans le but de
maximiser les marges entre les points de support comme montré en figure 1.11.

La Régression Logistique ou Logistic Regression (LR) [52] quant à elle re-
prend le cadre dans lequel on se place ici pour déterminer une direction principal
permettant la séparation des classes à l’aide d’une régression logistique unidi-
mensionnelle comme vu à gauche dans la figure 1.12. Cette direction principale
ainsi que la régression logistique unidimensionnelle calculées, il suffit désormais
de les appliquer à tout l’espace de caractéristique, donnant l’espace "colorisé"
à droite de la figure 1.12. Il suffit ensuite de placer un seuil permettant de dire
à quel classe appartient un nouveau point qui arriverai dans l’espace de ca-
ractéristique. Il est important de noter que lors du calcul de la LR on utilise
généralement la méthode de contraction LASSO (pour Least Absolute Shrin-
kage and Selection Operator), ce qui ajoute une contrainte de parcimonie sur
les coefficients.
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Figure 1.11 – Représentation schématisée d’une SVM.

Figure 1.12 – Réprésentation schématisée d’une LR.
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Chacune de ces méthode possède ses avantages et ses inconvénients. Il est
aujourd’hui très facile de passer de l’une à l’autre pour vérifier si les résultats
obtenus sont meilleurs pour tel ou tel paradigme. Dans le cadre de cette thèse,
la majorité des calculs de classification a été faite en utilisant la LR mais une
partie conséquente a également été faite à l’aide d’une SVM notamment car
dans certains cas les résultats sont de meilleure qualité.

1.5 Apprentissage par transfert

1.5.1 La variabilité en ICO
Aujourd’hui les ICO restent dans leur très grande majorité des dispositifs

médicaux utilisés dans des cadres très précis ou au mieux des preuves de concept
à destination du grand public mais sont encore loin de pouvoir fonctionner effi-
cacement dans un environnement qui n’est pas optimisé pour leurs performances
(peu de mouvements, clignements et mouvements des yeux les plus rares pos-
sibles, bruit magnétique ou électrique contrôlés...). Cela est notamment dû aux
limitations des EEG actuels, principalement en terme de résolution spatiale et
de gestion du bruit électrique ambiant, tout du moins pour le grand public car
certaines technologies permettent déjà une utilisation sans fil et avec un bon
contrôle du bruit mais leur prix est généralement loin d’être abordable. Par
ailleurs les limitations techniques telles que celles que je viens d’évoquer sont
loin d’être les seuls problèmes dans la simplification de l’utilisation des ICO
aujourd’hui. En effet, une des problèmes majeurs des ICO est la variabilité des
données [73]. Cette variabilité peut prendre de nombreuses formes dont je ne
vais présenter ici qu’une liste non exhaustive.

Tout d’abord, il semble assez logique que d’une expérience à l’autre, même
si le paradigme reste le même, le changement de configuration, que ce soit dans
les instructions données au sujet, les feedbacks qui lui sont envoyés ou encore
plus simplement les différences dans le matériel utilisé, vont avoir un impact
non trivial sur les données récoltées. Cet impact peut aller d’un décalage vi-
sible dans les signaux à une hétérogénéité complète des données possédant un
nombre de canaux différents, représentant des positions différentes sur le scalp
avec une fréquence d’échantillonnage différente, des amplitudes plus ou moins
élevées et une électrode de référence qui passe du point le plus central du scalp
(Cz) au point du visage le plus éloigné possible ou presque qu’est le lobe de
l’oreille. On parle alors de variabilité inter-configurations ou cross-setup varia-
bility. Ce type de variabilité est probablement le plus difficile à gérer en ICO
étant donné l’hétérogénéité potentielle des données mais est également l’étape
la plus attrayante à franchir car elle pourrait permettre d’utiliser tous les jeux
de données sur internet et de croiser pour obtenir l’information la plus précise
et robuste possible.

Ensuite il existe un type de variabilité déjà beaucoup plus simple à gérer
bien que tout de même non trivial. Il s’agit de la variabilité inter-sujet ou cross-
subject variability. Comme son nom l’indique, ce type de variabilité a lieu d’un
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sujet sur l’autre. En effet, pour une même expérience avec des conditions expé-
rimentales très proches, les physiologie d’un sujet va avoir un impact très im-
portant sur les données. Cela s’explique de différentes manières. Tout d’abord,
la forme du crane peut varier beaucoup d’un individu à l’autre, parfois même au
point qu’il faille changer de taille de bonnet EEG d’une personne à l’autre. Cela
a pour finalité que les électrodes ne vont pas être positionnées exactement proche
des mêmes aires du cerveau d’une personne à l’autre. Par ailleurs concernant ces
aires du cerveau, celles-ci vont également varier d’une personne à l’autre, entraî-
nant une variabilité encore plus importante. Généralement ces aires restent tout
de même très proches, notamment les aires sensori-motrices qui possèdent des
positions bien connues permettant de savoir quelles électrodes sont à prioriser
étant donné la tache d’imagerie motrice indiquée, mais elles possèdent tout de
même une certaine variabilité inter-individuelle qu’il faut pouvoir gérer si on
veut pouvoir réutiliser les données d’anciens sujets pour aider le système à ap-
prendre sur le nouveau. L’avantage ici est que les données restent généralement
homogènes en terme de nombre et position d’électrodes, fréquence d’échantillon-
nage et autres paramètres liés à la configuration de l’expérience en elle-même,
rendant plus abordable l’apprentissage par transfert ou transfer learning (TL).

Il existe également un troisième type de variabilité se rapprochant beaucoup
du deuxième dans sa façon de déformer les données, il s’agit de la variabilité
intra-sujet ou intra-subject variability. Celle-ci prend généralement une impor-
tance élevée dans le cadre d’expériences sur plusieurs jours avec une même
personne et où l’EEG est mis et retiré plusieurs fois. Cette variabilité peut avoir
plusieurs causes et prendre de fait plusieurs formes. Tout d’abord, la forme la
plus "mécanique" est liée à l’EEG lui même. En effet, lorsque le bonnet est
retiré puis remis le lendemain ou après un certain temps, il peut arriver qu’il
soit positionné de façon légèrement différente ou bien que l’impédance de cer-
taines électrodes ait varié. Cela a pour conséquence de déformer le signal, que
ce soit en terme de rotations dans la matrice de mélange des signaux source
ou bien simplement d’amplitude de l’électrode en elle même. Par ailleurs, à ces
variabilités liées à l’EEG en lui-même s’ajoute la condition du sujet qui peut
varier, en effet d’un jours sur l’autre des variations dans l’état psychologique
du sujet (stress, fatigue...) peuvent moduler les signaux qu’il ou elle génère. En
particulier, un sujet très fatigué peut parfois générer plus d’ondes alpha. Les
ondes alpha sont des ondes qui apparaissent lorsque le sujet a les yeux fermés
(bien qu’elles n’apparaissent pas pour tout le monde) en étant éveillé, mais qui
sont également liées à beaucoup d’autres processus cognitifs. Ces ondes peuvent
avoir une assez forte amplitudes, au point où elles sont même souvent visibles
sur l’EEG directement. Il est d’ailleurs possible de les utiliser pour regarder
rapidement si les électrodes (surtout occipitales donc) réagissent correctement
en demandant simplement au sujet de fermer les yeux et en regardant l’EEG si
celui-ci est affiché pour tester mais en plus les signaux générés seront d’une très
mauvaise qualité en plus d’être bruités par des signaux qui se situent en plus
à des fréquences comparables (notamment par rapport aux ondes mu générées
en imagerie motrice) ou sur les mêmes électrodes (les ERP sont souvent situés
dans le lobe occipital également).
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1.5.2 Les pistes pour résoudre cette variabilité
Tous ces types de variabilité ont un impact non seulement sur le traitement

des données en tant que tel mais surtout sur leur capacité à être réutilisées
plus tard. En effet, on a vu un peu plus tôt comment arriver à l’espace tangent
dans lequel faire la classification mais il faut bien comprendre que dans cet
espace les essais peuvent être globalement répartis de façon très différentes d’une
séance à l’autre en fonction de la variabilité inter et intra-sujets. Voire même
dans le cadre de la variabilité inter-configurations, l’espace tangent ne possède
parfois simplement même pas le même nombre de dimensions. Pour palier cela,
de nombreuses méthodes d’apprentissage automatique ont émergées. Il existe
majoritairement deux approches allant dans ce sens. Premièrement, il y a la mise
en place de systèmes suffisamment robustes pour prendre en compte la variabilité
dans le modèle-lui même en apprenant sur toutes les données sans réellement
les adapter les unes aux autres. Il s’agit généralement de modèles de réseaux de
neurones profonds [30], [103], [72] qui vont agir comme une boite noire apprenant
sur tout type de données et donnant en sortie un résultat en espérant très fort
qu’il soit bon, car l’aspect "boite noire" des réseaux de neurones (en particulier
profonds) pose encore aujourd’hui beaucoup de problèmes pour comprendre
pourquoi un modèle fonctionne correctement ou non. Cette thèse portant sur
l’utilisation de méthodes découlant de la deuxième approche pour résoudre la
variabilité inter- et intra-sujets en ICO, la première approche n’a pas été traitée
et est si vaste qu’elle mériterait de toute façon une autre thèse complète pour
produire des avancées notables.

La deuxième approche est la construction de modèles dits d’apprentissage
par transfert ou transfer learning (TL) [42]. Les méthodes de TL ont émergées
au cours des dernières années dans le domaine des ICO [16, 45]. Certaines vont
également jusqu’à combiner des signaux provenant de systèmes différents dans
le but de faire une prédiction plus robuste [29]. Le domaine est aujourd’hui
en plein essor au point que des compétitions réunissant un grand nombre de
chercheurs ont même vu le jour ces dernières années [88]. L’apprentissage par
transfert n’est par ailleurs certainement pas un domaine réservé aux ICO, il
s’agit d’un concept qui vient d’une réalisation fondamentalement simple. "Mes
méthodes d’apprentissages automatique ont besoin d’informations sur la tâche à
accomplir pour fonctionner correctement donc au lieu de simplement extraire de
l’information de la tâche exacte à accomplir (une tâche pour un sujet spécifique
selon la configuration actuelle très exactement), ce qui va demander d’obtenir
beaucoup de données dans cette configuration exacte (en pratique cela cor-
respond à une longue séance de calibration), je pourrais prendre des données
analogues bien qu’un peu différentes (la même tâche mais avec d’autres sujets et
des configurations qui peuvent varier) et en extraire le plus d’information pos-
sible. Il ne me restera alors qu’à extraire les informations liées à la configuration
dans laquelle je me trouve pour retomber sur mes pieds." Le terme "apprentis-
sage par transfert" s’explique donc de lui-même par le fait d’apprendre grâce à
ce transfert d’information d’une configuration à l’autre. De ce domaine de re-
cherche découle un grand nombre de problématiques liées aux méthodes ayant
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pour but d’extraire l’information mais aussi liées aux données elle-mêmes sur
lesquelles on se base lors de l’extraction de ces informations. La première problé-
matique coté méthode relève d’une grande importance afin de pouvoir réduire
la calibration des ICO, aujourd’hui trop longue, sans que la performance ne
baisse trop. Dans cette optique, le Chapitre 2 porte sur une nouvelle méthode
d’apprentissage par transfert permettant d’utiliser les données de sujets précé-
dents pour prédire les données d’un nouveau sujet avec une faible calibration.
La seconde problématique que j’ai énoncé plus haut se place plutôt du coté
des données en elles-même. En effet, lors de l’utilisation de méthode de TL, les
données desquelles l’information est extraite peuvent avoir un impact fort sur
les performances de la méthode. Ainsi, le Chapitre 3 se concentre quant à lui
sur une seconde contribution visant la mise en place d’un concept de source
mathématique dite "arbitraire" permettant de créer un jeu de données avec des
propriétés connues jouant le rôle de base dans l’extraction des informations à
venir. Cette source arbitraire permet notamment de s’affranchir du choix des
données réelles dont les caractéristiques ne sont généralement pas entièrement
connues pour servir de données de base.

Il existe deux façon principales de transférer de l’information d’un domaine à
l’autre et de l’adapter afin d’obtenir le meilleur résultat possible sur les nouvelles
données. Considérons le système de gauche en figure 1.13. Ce système représente
deux classes qu’un modèle d’apprentissage automatique a appris à séparer. Dans
le cas des ICO, ce système peut représenter une séance de MI dans laquelle les
points bleus représentent les essais "main gauche" et les points orange les essais
"main droite". On remarque que le sujet arrive a générer des données très bien
séparées et que le système arrive parfaitement à les séparer. Admettons que pour
apprendre la fonction de prédiction du premier sujet, il a fallu plusieurs heures
à un ordinateur ainsi que la totalité des données du premier sujet. Maintenant
considérons un nouveau sujet qui veut participer à cette expérience. L’expérience
étant la même, les données générées par le second sujet devraient avoir une
certain forme proche de celles du premier. Cependant on remarque que si on
reprend la même fonction de prédiction, on obtient de très mauvais résultats.
Par ailleurs, il serait possible d’entraîner à nouveau un modèle sur les données
du nouveau sujet mais on ne possède alors que quelques essais de calibration,
rendant ce modèle peu robuste. On peut alors se demander comment faire.
Comme expliqué plus haut, il existe deux façons de résoudre ce problème.

Tout d’abord, il est possible de chercher comment modifier un petit peu la
fonction de prédiction afin que celle-ci puisse prédire correctement les essais du
nouveau sujet. Il s’agit donc de trouver une transformation à appliquer à cette
fonction pour qu’elle s’applique au jeu de données. Par exemple en figure 1.14
cette transformation est une simple rotation de la fonction de prédiction pour
coller aux données du nouveau sujet qui avait potentiellement un bonnet EEG
posé légèrement différemment.

L’autre possibilité est de modifier cette fois-ci non pas la fonction de pré-
diction mais les données elles-mêmes. Dans le cas de la figure 1.15, il s’agit de
trouver la transformation à appliquer aux données du nouveau sujet pour que
celles-ci collent avec les données du premier sujet. Dans ce cas précis, il s’agit
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Figure 1.13 – À gauche un système basique présentant deux classes (bleu
et orange) qu’un modèle d’apprentissage automatique a appris à séparer via
une fonction de prédiction. À droite un nouveau jeu de données très proche du
précédent dans sa forme mais réparti différemment.

Figure 1.14 – L’adaptation de fonction de prédiction permet de modifier le
modèle d’apprentissage automatique de telle sorte qu’il puisse prédire correcte-
ment les données du nouveau sujet.
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Figure 1.15 – Dans le cas de l’adaptation de domaine, on cherche à transformer
les données elles-mêmes plutôt que la fonction de prédiction.

également d’une rotation à appliquer aux données (plus exactement la rotation
inverse de celle appliquée à la fonction de prédiction dans le cas précédent),
mais cela n’est pas forcément le cas, notamment lorsque les transformations à
appliquer sont non-linéaires. Cette approche a plusieurs avantages comparée à
la première. Cela permet tout d’abord de ne pas toucher à la fonction de prédic-
tion et de garder simplement un modèle déjà construit et dont l’apprentissage
a été finalisé. De plus, la façon la plus simple de résoudre le problème par cette
approche est d’utiliser les données du premier sujet et de faire en sorte que les
données du nouveau sujet leur ressemble le plus possible, ce qui est une ap-
proche généralement plus évidente que d’adapter une fonction de prédiction à
des données. Cela permet par ailleurs d’entraîner le modèle sur un plus grand
nombre de données puisque celui-ci peut apprendre la distribution de plusieurs
ensembles transportés dans le même espace. Dans le cadre de cette thèse nous
nous intéresseront exclusivement à cette dernière approche.

1.5.3 État de l’art des méthodes d’apprentissage par trans-
fert pour les ICO riemanniennes

Il existe aujourd’hui beaucoup de méthodes d’apprentissage par transfert
prenant place dans le domaine des ICO. La mjorité d’entre elles se concentrent
sur le l’aprentissage par transfert entre les sujets d’une même base de donnée
([86]), ([85]), ([91]) mais quelques uns d’entre eux proposent également des mé-
thodes d’apprentissage par transfert entre différentes bases de données pour un
même paradigme. ([93])

Dans les dernières années, l’apprentissage par transfert pour les ICO rie-
manniennes s’est beaucoup développé. Nous allons ici énoncer les premières mé-
thodes étant aujourd’hui les plus connues. Cette thèse se place dans la continuité
directe de ces méthodes.

La première méthode a été mise au point par Paolo Zanini et publiée en 2018
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[101]. On a fait à plusieurs reprises mention du fait que le recentrage riemannien
possède des propriétés souhaitable concernant l’apprentissage par transfert en
ICO. Cette affirmation provient en particulier de cette méthode. En effet, dans
leur article, Zanini et collaborateurs observent qu’en ICO riemannienne, les
essais d’une session avec plusieurs classes peuvent être représentées comme des
mélanges de distributions gaussiennes riemanniennes de la forme (P̄, σ) dont
l’estimateur de maximum de vraisemblance de P̄ (la moyenne riemannienne de
cette gaussienne) coïncide avec le barycentre riemannien RC de l’équation 1.21.
Il propose donc une première méthode dans le but de faire coïncider les centre de
masse des gaussiennes riemanniennes de deux sessions ou deux sujets différents.
Pour cela il suffit de calculer les moyennes des sujets ou sessions S (source) et
T (target) que l’on notera respectivement RS et RT estimés sur les jeux de
données respectifs CS et CT . Ensuite, en effectuant le recentrage tel que

∀C ∈ CS ,C′ = R
− 1

2

S CR
− 1

2

S (1.23)

pour les matrices de S et

∀C ∈ CT ,C′ = R
− 1

2

T CR
− 1

2

T (1.24)

pour les matrices de T . On notera respectivement C′S et C′T les ensemble conte-
nant ces nouvelles matrices C′ dont les centres de masses coïncident en INc

. Une
fois ces ensembles définis, deux possibilités s’offrent à nous. Utiliser directement
les nouveaux ensembles en apprenant un modèle avec ces données, ou les passer
dans l’espace tangent. Via le passage dans l’espace tangent au point INc tel que,
en utilisant l’équation 1.22,

∀C′ ∈ C′S ∪ C′T ,M = I
1
2

Nc
Log

(
I
− 1

2

Nc
C′I

− 1
2

Nc

)
I

1
2

Nc
= Log (C′) (1.25)

Cette façon de définir M correspond bien à la version recentrée présentée
dans la partie précédente. Cela permet d’obtenir des jeux de données source et
cible qui se situent dans des espaces caractéristiques semblables. Nous pouvons
ensuite procéder à la vectorisation des matrices symétriques puis à la classifica-
tion comme expliqué plus haut.

La seconde méthode la plus connue et de laquelle cette thèse s’inspire est
l’Analyse de Procruste Riemannienne ou Riemannian Procruste Analysis (RPA)
[71]. Cette méthode s’inspire des méthodes de transport optimal [97] ainsi que
l’analyse de Procruste dans un espace euclidien. Cette méthode se résume en
trois étape.

La première étape consiste en un recentrage. Les matrices sont rencentrées
en utilisant les équations 1.23 et 1.24 qui permettent de construire les ensembles
C′S et C′T comme décris. Cela permet de réduire l’écart entre le centre de masse
des distributions.

Une fois cette étape terminée, il reste plusieurs variables à prendre en compte
pour rapprocher les distributions statistiques de la source et de la cible. L’une
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d’entre elles est la dispersion statistique des distributions. On définit ces disper-
sion dS et dT pour, respectivement, la source et la cible, par

dS =
∑
C∈CS

δ2R(RS ,C) (1.26)

et
dT =

∑
C∈CT

δ2R(RT ,C). (1.27)

Afin de rapprocher ou éloigner le plus possible ces dispersions, l’idée a été de
faire varier les matrices de la cible sur la géodésique allant jusqu’à l’identité INc

afin de se rapprocher des matrices sources. Cela se justifie par une propriété de
la distance riemannienne qui est telle que ∀C ∈ SNc

++,∀s ∈ R,

δ2R((C)s, INc
) = s2δ2R(C, INc

), (1.28)

qui montre que la dispersion autour de l’identité peut être modulé par la varia-
tion le long de la géodésique s → CsI1−s

Nc = Cs qui lie C à INc
. Pour cela, on

considère les nouvelles matrices étirées Cstr telles que

∀C′ ∈ C′T ,Cstr = (C′)
s (1.29)

tel que s soit un réel défini par [71]

s2 =
dS
dT

. (1.30)

On définit par Cstr le nouvel ensemble des données cible étirées afin d’obtenir
une dispersion autour de INc identique à celle des données source.

La dernière étape est l’étape de rotation de la distribution cible pour la faire
coller au mieux à la distribution source. Pour cela, on remarque tout d’abord
que pour une matrice U orthogonale et en prenant une matrice Cstr ∈ Cstr,

δ2R(U
TCstrU,UT INcU) = δ2R(Cstr, INc) (1.31)

par invariance de la distance riemannienne. Cela permet de dire qu’il est possible
d’utiliser une matrice orthogonale U pour effectuer une rotation sur l’ensemble
de données Cstr sans en changer la distance au centre de masse INc. Cette étape
consiste donc à trouver une matrice orthogonale U de telle sorte à minimiser
la distance globale entre les distributions source et cible. Pour cela on définit
le centre de masse d’une classe k pour respectivement source et cible RS,k et
RT,k. On définit également C′kS et Ckstr la restriction des ensembles C′S et Cstr aux
éléments de la classe k. Ces centres de masse sont calculés de manière analogue
à ce qui a été vu jusque là, à savoir

RS,k = arg min
C∈SNc

++

 ∑
C′∈C′k

S

δ2R(C,C′)

 (1.32)

42



et

RT,k = arg min
C∈SNc

++

 ∑
Cstr∈Ck

str

δ2R(C,Cstr)

 . (1.33)

La matrice U est calculée de telle sorte à minimiser la somme∑
k

wkδ
2
R(RT,k,URS,kU

T ) (1.34)

avec wk des coefficients dans [0, 1] servant à équilibrer l’optimisation en fonction
de la qualité de l’estimation de la moyenne de chacune des classes. La minimi-
sation de cette somme correspond à minimiser l’éloignement entre les centres de
masse des classes correspondantes dans la source et la cible. Une fois U trouvé
par optimisation, on peut ensuite effectuer la rotation

∀Cstr ∈ Cstr,Crot = UTCstrU (1.35)

sur les matrices étirées de Cstr, permettant ainsi la création du nouvel ensemble
Crot des matrices dont le centre de masse de chacune des classes se sont rappro-
chés de ceux de la source recentrée C′S .

Une fois toutes ces étapes possibles, les ensembles C′S et Crot possèdent des
distributions très proches l’une de l’autre, ce qui permet d’utiliser un modèle
entraîné à l’aide des données de C′S pour classifier les données de Crot en perdant
peu de précision. Il est toutefois important de noter que quelques données de Crot
sont nécessaires afin de calculer certains éléments de cette méthode. Notamment
le calcul de RT,k demande non seulement de connaître une partie des données
cible mais également de connaître leur appartenance en terme de classe. On
dit que cette méthode est "supervisée" en comparaison aux méthodes "non-
supervisées" qui n’ont pas besoin de connaître les labels cible pour pouvoir être
utilisées.

Bien que les méthodes qui ont été décrites en détail jusque là ont été l’ins-
piration majeure à la production des méthodes développées durant cette thèse,
un grand nombre d’autres méthodes ont permis de positionner plus clairement
les recherches qui ont été faites dans ce milieu. De nombreuses méthodes de
TL ont donc été développées et ce pour plusieurs types de paradigmes tels que
P300 ([71]), ([57]), MI ([101]), SSVEP ([45]) et c-VEP ([100]). Par ailleurs,
les auteurs de ([91]) présentent un rapport sur méthodes de TL pour chaque
paradigme d’ICO, même si le nombre de méthodes est parfois faible selon du
paradigme choisi. On y retrouve par exemple, les auteurs de ([95]) qui montrent
la variabilité entre les ensembles de données MI et proposent une stratégie de
pré-alignement en ligne pour la réduire à l’aide de la géométrie riemannienne.
Dans ([92]), les auteurs décrivent une méthode qui permet d’effectuer du TL
d’un casque à l’autre pour les applications ICO P300 en utilisant des données
étiquetées. Ils montrent une augmentation de la précision compte tenu du même
nombre de données étiquetées avec le nouveau casque. Dans la continuité de ce
type de méthodes, les auteurs de ([70]) ont développé une méthode qui vise à
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Figure 1.16 – Image extraite et légende traduite directement de l’article [71].
Représentation de la séquence d’opérations de la RPA appliquée à un ensemble
de données simulé. Chaque point du diagramme de dispersion représente une
matrice SDP et les axes des figures ont été obtenus à l’aide de cartes de diffu-
sion. Les points remplis (degré de transparence fixé à α = 0, 30) représentent
l’ensemble de données cible, tandis que les cercles représentent l’ensemble de
données source. Chaque couleur représente une classe et l’étoile noire est la
matrice d’identité. (A) Distribution des matrices SDP dans les ensembles de
données source et cible telles qu’elles sont disponibles à l’origine et (B) après
recentrage de leurs moyennes géométriques sur l’Identité. En (C) la distribution
après l’opération d’étirement et (D) après la rotation.

aligner des données de tailles différentes dans la variété riemannienne des ma-
trices de covariance. Ils parviennent à transférer des informations pertinentes
qui seraient autrement impossibles à obtenir. Cette méthode est d’ailleurs la
suite directe de la méthode de RPA détaillée plus tôt. Des méthodes non super-
visées d’adaptation de domaine ont également vu le jour, comme dans ([77]),
où les auteurs blanchissent les données avant de les transporter vers la distri-
bution cible de façon non-supervisée. C’est dans ce domaine de recherche en
rapide évolution qu’ont pu être menées les recherches de cette thèse, menant à
une première contribution prenant la forme d’une méthode d’apprentissage par
transfert.

44



Chapitre 2

Apprentissage par transfert
en ICO
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2.1 Le Tangent Space Alignment (TSA) origine
et première version

Après quelques travaux de recherche annexes et introductifs à l’entrée en
thèse, la première grande partie de cette thèse s’est développée autour de la
réalisation d’une nouvelle méthode d’apprentissage par transfert inspirée de la
RPA et des autres méthodes présentées plus tôt mais agissant dans le domaine
euclidien des vecteurs tangents. Celle-ci a donné lieu a une première contribu-
tion en conférence afin d’expliquer la méthode et ses inspirations :

A. Bleuzé, J. Mattout and M. Congedo, "Transfer Learning for the Rie-
mannian Tangent Space : Applications to Brain-Computer Interfaces," 2021
International Conference on Engineering and Emerging Technologies (ICEET),
Istanbul, Turkey, 2021, pp. 1-6, doi : 10.1109/ICEET53442.2021.9659607.

Toute la partie 2.1 est donc très largement inspirée de cette contribution.

2.1.1 État de l’art dans le TL
Les méthodes d’apprentissage par transfert évoluant à une vitesse importante

depuis quelques années, il a semblé approprié de prendre quelques lignes pour
poser le contexte de création de la méthode à la date où elle a été développée.
Ainsi à ce moment là, des progrès assez voire très récents ont été réalisés dans
le domaine de l’adaptation de domaine à l’aide de la géométrie riemannienne.
La première proposition visait à adapter le domaine en utilisant le concept de
géométrie différentielle du transport parallèle sur la variété des matrices SDP ;
les points de données du sujet source et du cible sont recentrés sur l’origine de la
variété, qui est la matrice identité. Il s’agit de la méthode développée par Paulo
Zanini [101] et décrite précisément un peu plus tôt dans la thèse en partie 1.5.3.
Il s’avère qu’un tel recentrage est équivalent à un blanchiment euclidien des don-
nées. De même, dans [96], les auteurs ont recentré les données sur un autre point
commun, à savoir le point médian entre les centres de masse des données source
et cible. Comme on pourrait s’y attendre, des travaux ultérieurs [71] ont montré
que ces deux méthodes donnent les mêmes résultats. Les travaux en question
sont d’ailleurs également ceux présentant la RPA détaillée un peu plus tôt en
1.5.3. L’article fait d’ailleurs une comparaison avec un bon nombre de méthodes
proches de la RPA, permettant de comprendre l’apport de chacune des étapes
de la RPA. Les méthodes décrites jusqu’à présent effectuent l’apprentissage par
transfert sur la variété et les données sont ensuite projetées sur l’espace tangent
à des fins de classification [25]. Les auteurs de [59] proposent un recentrage sur
la variété est suivi d’une projection sur l’espace tangent, où les vecteurs tan-
gents sont soumis à une PCA, indépendamment pour les ensembles de données
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source et cible. Cette méthode présente l’avantage d’être non supervisée. Tou-
tefois, contrairement à l’objectif même de l’apprentissage par transfert, la PCA
n’aboutit pas à l’alignement des vecteurs tangents de la source et de la cible. En
outre, comme le reconnaissent les auteurs, la PCA souffre d’une ambiguïté de
signe, qui nécessite une correction manuelle du signe des vecteurs principaux, ce
qui rend la méthode moins viable dans la pratique. Il convient de noter qu’une
telle PCA a déjà été proposée dans [7], mais uniquement pour la sélection des
variables. Finalement, une autre méthode dans le même esprit, bien que ne
s’inscrivant pas dans un cadre riemannien, est la méthode du CORrelation ALi-
gnment (CORAL) [77]. Les auteurs ont proposé une adaptation non supervisée
du domaine qui peut être interprétée dans le cadre du transport parallèle sous
certaines conditions. Elle consiste à blanchir le domaine source et à le recolorer
avec la covariance du domaine cible. Il s’agit d’un transport parallèle du point
de base source vers l’identité puis vers le domaine cible. L’approche de cette
méthode possède certaines similarités avec la méthode du TSA développée au
cours de cette thèse, elle a donc été choisie comme première comparaison pour
la version de base de l’algorithme du TSA.

2.1.2 Première version du TSA
Dans cette partie, nous allons détailler la mise en place de la méthode de

Tangent Space Alignment (TSA) développée au cours de cette thèse. Ici nous
proposons d’aligner les vecteurs tangents en utilisant la méthode de Procruste
dans l’espace tangent. Sous certaines conditions, cela équivaut à aligner les vec-
teurs tangents source et cible en utilisant une analyse de covariance maximale
ou maximum covariance analysis (MCA) [24]. La méthode d’apprentissage par
transfert que nous proposons englobe les méthodes susmentionnées ; bien qu’elle
puisse être conçue comme une MCA sur les vecteurs de caractéristiques, donc
comme l’extension bivariée de la PCA appliquée dans [59], elle est présentée
comme une analyse de Procruste. Il en résulte une version pour l’espace tan-
gent de la RPA appliquée dans [71]. Comme notre méthode s’applique dans
l’espace tangent, contrairement à la RPA, elle peut être utilisée dans toutes
les circonstances, et pas seulement dans le cadre de l’apprentissage automatique
riemannien. Pour la même raison, elle peut être utilisée avec n’importe quel type
de données, elle se généralise bien avec n’importe quel nombre de classes et pas
seulement en ICO, notre méthode est donc de la plus grande généralité. Elle ne
nécessite pas non plus d’algorithme itératif puisqu’elle donne une solution dé-
terministe. Ainsi, l’algorithme est plus rapide que la RPA et a le potentiel d’être
plus précis mais la comparaison à la RPA sera faite plus précisément dans la
suite de la thèse, notamment sur la version améliorée du TSA.

Comme cela a pu être expliqué plus tôt, pour l’apprentissage automatique,
nous utilisons le cadre offert par la géométrie riemannienne [7], [8]. Ce cadre
s’est avéré très efficace dans le domaine des ICO, à la fois en termes de précision
et de robustesse, comme le montre le score gagnant obtenu dans cinq concours
internationaux de classification de données ICO [26]. On se place donc toujours
avec des matrices SDP ensuite traitées comme des points dans la variété rieman-
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nienne de courbure non positive adoptant la métrique affine-invariante [12], [61]
puis projetées sur l’espace tangent définis plus tôt dans la thèse et finalement
vectorisé comme détaillé en 1.4.

Dans cette première partie, on s’est concentré sur les ICO basés sur le pa-
radigme des ERP en P300. Comme expliqué plus tôt, dans le cadre de ce para-
digme, il existe deux classes, la classe + et la classe −. La classe + correspond à
la réponse aux stimulations des éléments que l’utilisateur souhaite sélectionner.
La classe − correspond à la réponse à toutes les autres stimulations.

Considérons

ZT =
[
zT,1 · · · zT,Nt

]
et ZS =

[
zS,1 · · · zS,Nt

]
(2.1)

les matrices contenant respectivement dans leurs colonnes un paquet de Nt

vecteurs de caractéristiques provenant de la cible et Nt provenant de la source.
Il n’aurait aucun changement à avoir un nombre différent d’essais, cette notation
sert simplement à simplifier la lecture et la compréhension.

Afin d’obtenir des distributions proches entre la source et la cible, un chan-
gement d’échelle est appliqué à la cible et la source afin d’égaliser la norme
moyenne des vecteurs tangent. Celui-ci est obtenu en fixant la norme moyenne
de chaque ensemble à 1, ce qui est facilement obtenu par les transformations

Z̃S =
ZS

1
Nt

∑Nt

i=1 ||zS,i||
(2.2)

et
Z̃T =

ZT

1
Nt

∑Nt

i=1 ||zT,i||
. (2.3)

Il est également possible, si souhaité, de ne pas toucher à la source et de
simplement mettre à l’échelle la cible en la divisant par le rapport de moyenne
des normes tel que

Z̃T = ZT

1
Nt

∑Nt

i=1 ||zS,i||
1
Nt

∑Nt

i=1 ||zT,i||
. (2.4)

Considérons maintenant la concaténation des vecteurs tangents moyens de
chacune des classes

Z̄S =
[
z̄S,−, z̄S,+

]
et Z̄T =

[
z̄T,−, z̄T,+

]
, (2.5)

où z̄T,− est le vecteur tangent moyen pour la classe − et z̄T,+ est le vecteur
tangent moyen pour la classe + pour le sujet cible et de manière analogue pour
le sujet source. Cette notation est réservée à ce paradigme en particulier mais la
généralisation à d’autres paradigmes se fait de manière évidente en considérant

Z̄S =
[
z̄S,1, ..., z̄S,Nclass

]
et Z̄T =

[
z̄T,1, ..., z̄T,Nclass

]
, (2.6)

avec Nclass le nombre de classes du paradigme et z̄S,i et z̄T,i les vecteurs moyen
de la classe i pour respectivement la source et la cible.
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Afin de réaligner les vecteurs tangents de la cible sur ceux de la source, nous
résolvons le problème de Procruste

argmin
P∈O

∥∥PZ̄T − Z̄S

∥∥
F
, (2.7)

où O est le groupe orthogonal. Pour ce faire, nous considérons le produit croisé
des deux paquets, c’est-à-dire,

K = Z̄T Z̄
T
S (2.8)

et calculons sa décomposition en valeurs singulières comme suit

K = UT∆V. (2.9)

Il est bien connu que le problème (2.7) a pour solution P = VUT , où U et
V sont les matrices orthogonales dans (2.9). Par conséquent, les vecteurs de
caractéristiques transformés du problème de Procruste pour la cible sont obtenus
par

Z′
T = VUTZT . (2.10)

En pratique, la totalité des matrices de rotation n’est pas gardée à chaque
fois. Un certain nombre de colonne de U et V sont sélectionnées. Cette sélection
a plusieurs propriétés intéressantes. Elle permet déjà de filtrer une partie du
bruit en ne sélectionnant que les vecteurs de la rotation qui expliquent une
partie significative de la covariance croisée. Elle permet également de ne pas
sélectionner les vecteurs qui ne font pas de sens géométrique à cause de la
déficience de rang de la matrice des produits croisés, dont nous parlerons un
peu plus tard en partie 2.2. Dans cette première version, le ratio est choisi de
manière à expliquer 99% de la covariance croisée.

2.1.3 Données et algorithmes
Pour évaluer et comparer notre approche, nous construisons des paires d’en-

sembles de données ZT et ZS (2.1) en suivant la méthode de traitement décrite
dans le Chapitre 1. En utilisant les données d’entraînement, nous prenons chaque
sujet d’une base de données comme cible et tous les autres comme sources suc-
cessives afin de construire le produit croisé K dans l’équation (2.8) et de résoudre
le problème de Procruste. Considérons ZTest un troisième ensemble de données
de vecteurs de caractéristiques du sujet correspondant au jeu de données de test.
La méthode de référence est la procédure classique d’entraînement et de test.

1. TSA : En utilisant la méthode du TSA nous considérons Z′
T = VUTZT

conformément à (2.10). Finalement, ZS forme l’ensemble d’apprentissage et ZT

ne sera plus utilisé. Z′
Test = VUTZTest est utilisé comme ensemble de test. Une

description schématique de la méthode d’apprentissage par transfert TSA est
présentée en figure 2.1.
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2. CORAL : Afin de permettre une comparaison équitable avec le TSA,
les vecteurs de caractéristiques source et cible utilisés pour CORAL sont les
mêmes données ZS et ZT , car il s’agit de vecteurs situés dans l’espace tangent
euclidien. En outre, les données de test ZTest sont également conservées pour
les tests. Il convient cependant de noter que la méthode CORAL n’utilise pas
la labelisation des données, étant une méthode non supervisée.

Figure 2.1 – Procédure du TSA : Un Support Vector Classifier linéaire est
entraîné sur les données source ZS . Les vecteurs tangents d’entraînement de la
cible ZT sont utilisés comme données d’alignement. Enfin, les vecteurs tangents
des données de test de la cible ZTest sont alignés et utilisés comme ensemble de
test. Voir le texte pour plus de détails.

Lors de cette première étude, toutes les analyses ont été effectuées à l’aide
d’un code interne écrit dans le langage de programmation Julia [11]. L’estimation
des matrices de covariance est réalisée à l’aide de la bibliothèque CovarianceEs-
timation.jl 1. Pour la manipulation des données dans la variété riemannienne des
matrices SDP, on utilise les bibliothèques Diagonalizations.jl, PosDefManifold.jl
et PosDefManifoldML.jl [28], toutes accessibles publiquement 2. Enfin, la clas-
sification a été réalisée à l’aide d’un Support Vector Classifier (SVC) importé
de la bibliothèque Scikit-Learn de Python 3. Cette partie est pertinente à gar-
der en tête car il s’agit de la seule partie de la thèse qui a été faite sous Julia.
Dans la suite, une migration vers Python a été effectuée, notamment dans le
but de pouvoir tester les méthodes sur un très grand nombre de données grâce
à certaines bibliothèques spécifiques.

Ainsi, dans cette partie, nous utilisons une seule base de données publique
pour l’analyse. Elle a été enregistrée au laboratoire GIPSA, à Grenoble (France),
et comprenait une expérience ICO utilisant le jeu vidéo Brain Invaders basé
sur le paradigme P300 [27]. La base BI.EEG.2012-GIPSA [82] contient des
enregistrements EEG de 25 sujets sains. Les signaux EEG ont été acquis au
moyen du NeXus-32 (MindMedia, Herten, Allemagne), un amplificateur de ni-
veau recherche. Le bonnet EEG était équipé de 16 électrodes humides en ar-
gent/chlorure d’argent, placées selon le système international 10-20. Les élec-
trodes étaient placées en F7, F3, F4, F8, T7, C3, CZ, C4, T8, P7, P3, PZ, P4,

1. https://github.com/mateuszbaran/CovarianceEstimation.jl
2. https://github.com/Marco-Congedo
3. https://github.com/scikit-learn/scikit-learn
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P8, O1 et O2. La machine NeXus-32 n’utilise pas d’électrode de référence mais
une référence moyenne commune matérielle. Les données de trois sujets se sont
avérées corrompues et, pour un autre sujet, le nombre d’essais disponibles était
insuffisant. Par conséquent, 21 sujets ont été conservés pour l’analyse ultérieure.
La tâche de classification dans ce paradigme ICO est un problème à 2 classes,
avec un ratio d’essais par classe de 5 :1 (non cible :cible). Chaque sujet a effectué
un étalonnage et un test.

2.1.4 Résultats
Les classes étant déséquilibrées, la précision équilibrée (ou balanced accu-

racy) est utilisée dans toutes les analyses. Elle est définie comme suit

Précision équilibrée =
sensibilité+ spécificité

2
, (2.11)

avec la sensibilité étant la probabilité qu’un essai soit classifié dans la classe
A (généralement appelée classe positive) quand il y appartient et la spécificité
étant la probabilité qu’un essai soit classifié dans la classe B (généralement
appelée classe négative) lorsqu’il y appartient.

La figure 2.2 montre les précisions équilibrées en fonction du nombre d’essais
utilisés pour l’alignement pour TSA et CORAL par rapport à une méthode
classique d’entraînement puis test utilisant les données d’alignement comme
données d’entraînement pour le classifieur. On utilisera de manière égale "golden
standard" et "entraînement-test" pour parler de cette comparaison. L’écart-
type pour l’entraînement classique est plus élevé, car la courbe représente la
moyenne des 21 sujets, alors que pour les deux méthodes d’alignement, la courbe
représente la moyenne des 20*21=420 paires source-cible.

Nous observons qu’avec un faible nombre d’essais utilisés pour l’alignement,
la méthode CORAL donne une meilleure précision par rapport à la méthode
TSA et à l’évaluation entraînement-test. Cependant les performances du TSA
augmentent rapidement avec l’ajout de nouvelles données et finit par dépas-
ser CORAL. Pour l’analyse qui suit, nous nous concentrons sur trois parties
distinctes de ces courbes :

— L’alignement faible basé sur moins de 120 essais
— L’alignement moyen basé sur un nombre d’essais compris entre 120 et

240.
— L’alignement élevé basé sur plus de 240 essais.
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Figure 2.2 – Moyenne (ligne) et écart-type (zone grisée) de la précision équili-
brée sur le nombre d’essais utilisés pour l’alignement pour toutes les méthodes
présentées plus tôt.

En s’inspirant des méthodes de visualisation des résultats de Rodrigues et al.
[71], nous utilisons des graphiques de sériation pour afficher la précision équi-
librée pour toutes les paires source-cible possibles pour les méthodes TSA et
CORAL. Nous évaluons les précisions équilibrées obtenues pour l’alignement
faible, moyen et élevé, respectivement. Les graphiques de sériation correspon-
dants sont présentés à la figure 2.3. Pour chaque sous-graphique, chaque ligne
correspond à un sujet cible et chaque colonne correspond à un sujet source. Les
lignes et les colonnes sont triées par ordre croissant de précision pour les cibles
obtenues par la méthode TSA. Notons que chaque ligne comporte une valeur
fictive (en noir), qui correspond au cas où le sujet source est également le sujet
cible. En outre, un graphique de sériation de l’entraînement-test a également
été calculé, même si la source n’a aucun impact sur la précision puisqu’elle n’est
pas utilisée. L’objectif de ces tracés est uniquement de faciliter la comparaison
visuelle avec TSA et CORAL.

Nous observons que pour la méthode CORAL, la précision d’un sujet donné
dépend fortement à la fois de la cible et de la source. Pour la méthode TSA,
nous observons qu’elle dépend principalement du sujet cible uniquement. Cela
montre que lorsque l’on dispose d’un nombre suffisant d’essais d’alignement,
il est possible d’obtenir une faible dépendance à l’égard du choix des données
sources. Cela signifie que nous pouvons aligner les données entre les sujets sans
nous soucier de leur "compatibilité". Il s’agit d’une caractéristique intéressante
pour un algorithme d’apprentissage par transfert pour les ICO, car cela signifie
que si les sujets sont alignés avec suffisamment de données, leur espace de carac-
téristiques sera aligné, quelle que soit la distance qui les sépare à l’origine. Les
utilisations possibles d’une telle caractéristique seront examinées plus en détail
un peu plus tard en discutant de ces premiers résultats.

Enfin, nous avons effectué une analyse statistique pour comparer la précision
globale (moyenne sur le nombre d’essais utilisés pour l’alignement) obtenue par
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(a) TSA

(b) CORAL

(c) Golden Standard

Figure 2.3 – Graphique de sériation obtenu avec TSA (première ligne), CO-
RAL (deuxième ligne) et le golden standard (troisième ligne) pour, de gauche à
droite de la colonne, une situation d’alignement faible, moyen et élevé, respec-
tivement.
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chacun des deux pipelines par rapport au golden standard. Pour chaque sujet
source, nous comparons la précision entre les trois méthodes en appliquant des
t-tests de Student appariés aux données présentées dans la Fig. 2.2. Pour tous
les sujets source, TSA est supérieur au golden standard et à CORAL. La p-value
est inférieure à 0,001 pour 17 des 21 sujets comparant TSA à CORAL et pour
7 des 21 sujets comparant TSA au golden standard.

2.1.5 Premières conclusions et discussion
Cette première contribution à la communauté scientifique est une nouvelle

méthode d’apprentissage par transfert permettant de réduire la variabilité inter-
et intra-sujets en ICO. Elle permet un transfert très efficace des informations
d’un sujet à l’autre, avec des résultats supérieurs à ceux d’une méthode bien
établie, à condition d’utiliser un nombre suffisant d’essais pour l’alignement.
Il s’agit également de la première tentative, à notre connaissance, de réaliser
l’apprentissage par transfert dans l’espace tangent riemannien pour le traitement
des signaux. La méthode TSA présentée ici démontre un bon potentiel pour
l’apprentissage par transfert dans le cas des données ICO basées sur le P300,
où le décalage entre les distributions de données des sujets est assez important
en général. Dans cette étude, la méthode est utilisée pour aligner les vecteurs
tangents vectorisés de matrices SDP vivant dans une variété riemannienne, mais
elle n’est pas limitée à ce cas et pourrait être appliquée à tout type de vecteurs
de caractéristiques se trouvant dans un espace euclidien.

L’utilisation de l’espace tangent riemannien pour la classification en ICO
suscite actuellement un intérêt croissant, car il permet une grande précision
sans ajouter trop de complexité. La méthode TSA résulte de la volonté de faire
avancer la recherche dans cette direction. En outre, cette méthode ne dépend pas
de nombreux paramètres pour fonctionner correctement. Seul le ratio de cova-
riance expliquée considéré avant la rotation (choisi ici à 99%) est un paramètre
variable. Cependant, son seul usage est d’annuler le bruit dans le processus de
rotation. Si l’utilisateur estime que son utilisation n’est pas nécessaire, il peut
la fixer à 100% et l’ignorer.

Nous pouvons résumer cette première partie par :
— A faible alignement, la méthode CORAL obtient généralement de meilleurs

résultats que les méthodes TSA et golden standard.
— En cas d’alignement moyen, les méthodes TSA et golden standard sur-

passent CORAL, la précision de TSA augmentant plus rapidement que
celle de golden standard.

— Lorsque l’alignement est élevé, les trois méthodes se stabilisent. TSA
atteint une précision de 80%, tandis que golden standard plafonne à 75%
et CORAL à 65%.

En conclusion, TSA présente une amélioration systématique de la précision
pour tous les sujets, quelle que soit leur précision golden standard, dès qu’en-
viron 120 essais sont disponibles pour l’alignement. Nous observons qu’avec la
méthode TSA, la précision obtenue pour une cible donné dépend peu des don-
nées source. Ce type de caractéristique rend possible la création d’une base de
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données composée de l’alignement de plusieurs sujets. Une telle base de données
a le potentiel d’aider le domaine en tirant parti de l’utilisation de réseaux neuro-
naux profonds qui dépendent fortement de la quantité de données afin de créer
un algorithme robuste avec une adaptation fiable entre les sessions et entre les
sujets.

Il convient de souligner que la méthode n’a été testée que sur un seul en-
semble de données jusque là. Dans la suite de cette thèse, d’autres bases de
données seront utilisées afin de garantir l’efficacité de la méthode dans d’autres
paradigmes d’ICO. D’autres études pourraient également porter sur la précision
de cette méthode avec plus de deux classes mais malheureusement cela n’a pas
pu être fait au cours de cette thèse par manque de temps, même si quelques
tests visuels ont été effectués donnant des alignements prometteurs allant dans
ce sens. Enfin, la recherche sur l’apprentissage par transfert entre bases de don-
nées semble également prometteuse puisque la méthode TSA peut aligner des
bases de données avec un nombre différent de canaux. Nous verrons d’ailleurs
plus tard dans la thèse qu’en effet le TSA montre de très bons résultats allant
dans ce sens. Cela est dû au fait qu’elle utilise la décomposition en valeurs sin-
gulières (SVD) afin d’aligner les données, et que la SVD est possible sur les
matrices rectangulaires de produits croisés.

2.2 Étude des améliorations apportées au TSA
Cette seconde sous-partie fait suite directe à la première version du TSA

présentée plus tôt. Dans cette partie on s’est intéressé à rechercher des moyens
d’améliorer la méthode. Les améliorations proposées sont très largement inspi-
rées du travail publié dans l’article :

Bleuzé A, Mattout J and Congedo M (2022) Tangent space alignment :
Transfer learning for Brain-Computer Interface. Front. Hum. Neurosci. 16 :1049985.
doi : 10.3389/fnhum.2022.1049985.

Toutefois bon nombre des problèmes expliqués en détail ici ainsi que quelques
idées de solutions se rapportent à du travail d’arrière plan qui, bien que suffi-
samment pertinent pour figurer dans cette thèse, n’a pas été publié dans des
journaux académiques ou conférences et ne le sera probablement jamais.

2.2.1 Les défauts de la première version
Dans la première version de l’algorithme du TSA, la matrice des produits

croisés K est calculée à l’aide des matrices Z̄S et Z̄T , or ces matrices sont
simplement composées de la concaténation de Nclass vecteurs moyens colonne.
Dans les cas qui ont été étudiés de manière approfondie au cours de cette thèse
cela correspond à deux vecteurs seulement. Ce nombre est très faible comparé
à la taille des vecteurs et donc à la dimension de l’espace étudié dans lequel
on souhaite calculer une rotation. Ainsi le rang de la matrice K obtenue est
obligatoirement faible comme schématisé en figure 2.4 et la rotation qui en
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découle par SVD ne peut pas agir de manière appropriée dans l’espace des
caractéristiques.

Figure 2.4 – Schématisation du calcul de la matrice des produits croisés K

Une autre défaut de cette version est que le fait de prendre seulement le point
moyen de chacune des classes pose un problème d’estimation dans la rotation.
En effet, une fois le recentrage et la mise à l’échelle effectués pour rapprocher
les distributions, comme on peut le voir sur des données générées de manière
aléatoire en figure 2.5, il reste la rotation à effectuer.
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Figure 2.5 – Représentation de la source (rouge et bleu) et de la cible (orange
et vert) après recentrage et mise à l’échelle. Les données sont simulées pour
rendre les explications plus évidentes visuellement.

Celle-ci parait assez évidente à première vue, il suffit d’effectuer une rota-
tion de l’ensemble cible vers l’ensemble source comme schématisé en figure 2.6.
Cependant, dans les faits, il ne s’agit pas simplement d’une rotation 2D. Les
figures montrées ici sont des projections 2D des données (parfaitement exécutée
car les données sont générées pour cette démonstration) qui elles sont en 3D.

Figure 2.6 – Exemple de rotation des données permettant de faire coïncider
correctement les distributions source et cible.

De fait la rotation est en 3D et bien qu’on obtienne souvent le meilleur
alignement comme on peut le voir en figure 2.6, il arrive très régulièrement que la
rotation qui découle de l’algorithme soit mauvaise et donne de piètres résultats
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comme on peut le voir en figure 2.7. Cette rotation fait pourtant totalement
sens pour ce qui est demandé à l’algorithme. En effet, son seul but est de faire
coïncider les centre des classes 1 et 2 pour la source et la cible et il le fait très
bien. Il est pourtant évident qu’avec une représentation des données un peu plus
complète que la seule moyenne des classes, il serait possible d’éviter ce type de
problème sans trop de difficulté.

Figure 2.7 – Mauvaise rotation classique qui peut arriver dans la première
version de l’algorithme.

De la même façon, il arrive également régulièrement que lors de la sélection
de vecteurs liés au ratio de la cross-covariance expliquée (qui a été posé à 99%
dans la première version du modèle), on obtienne un nombre très faible de
vecteurs sélectionnés. Découle de cela une forte projection des données plutôt
qu’une rotation, tel qu’on peut l’obtenir dans la figure 2.8. Il reste cependant
à noter que cette projection simpliste des données donne tout de même de très
bons résultats en terme de précision pure sur un classifieur entraîné sur les
données sources. Mais cela n’est pas étonnant car on remarque visuellement
qu’un modèle capable de classifier correctement la source (en bleu et rouge)
n’aura aucun problème avec la classification des données cible projetées (en vert
et orange), car elles sont placées correctement. Il semble tout de même évident
qu’un tel alignement n’est pas souhaitable pour d’autres utilisations, notamment
si on souhaite aligner plusieurs sujets voire bases de données ensemble afin de
créer une source globale plus robuste. Il est donc important de tenir compte de
ce problème dans les améliorations de la méthode.

2.2.2 Améliorer la matrice des produits croisés K

Comme expliqué un peu plus tôt, une première façon de tenir compte de cer-
tains défauts de la méthode a été d’utiliser le ratio de cross-covariance comme
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Figure 2.8 – Projection des données trop forte donnant une représentation des
données cible alignées trop simpliste.

expliqué plus haut afin de ne garder que les vecteurs d’intérêt de la rotation per-
mettant une projection dans un espace caractéristique de dimension plus faible
plutôt qu’une rotation complète mais moins pertinente, voire contre-productive.
Dans la première version du TSA, nous avons choisi de garder 99% de la va-
riance expliquée, ce qui va donc irrémédiablement amener à une projection sur
au plus 2 dimensions. Il est alors évident qu’augmenter le rang de la matrice
pourrait avoir un impact bénéfique sur les résultats finaux de la méthode. La
déficience de rang de la matrice de cross-covariance n’est pas irrémédiable. Son
estimation pourrait être améliorée de plusieurs manières. Dans cette section, on
présentera certaines des méthodes que nous avons développé afin de palier cette
déficience de rang en me concentrant majoritairement sur une qui a été publiée
dans [15].

2.2.3 Utiliser un assemblage d’estimations de moyennes
varié et robuste

Premièrement, tant que le TL supervisé est possible, puisque nous nous ap-
puyons sur le calcul de la moyenne des vecteurs tangents, il est possible d’utiliser
des estimateurs moyens robustes. Par exemple, nous pouvons prendre en compte
les moyennes tronquées, la médiane ou les moyennes de puissance pour estimer
des points d’ancrage adéquats. Nous pouvons également empiler plusieurs de
ces estimateurs moyens pour obtenir des matrices plus grandes Z̄S et Z̄T , qui
peuvent fournir des informations plus robustes sur la tendance centrale réelle des
données. Ainsi, considérons de nouveaux ensembles de moyennes équivalentes à
celles calculées en équation 2.6 :
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¯̄ZS =
[
¯̄zS,1, ..., ¯̄zS,Nclass

]
et ¯̄ZT =

[
¯̄zT,1, ..., ¯̄zT,Nclass

]
,

mais cette fois-ci calculés à l’aide d’estimateurs robustes ou tout du moins dif-
férents de l’estimation précédente. Il est alors possible de faire plusieurs choses
avec ces nouveaux ensembles. Soit ils peuvent remplacer les précédents en-
sembles Z̄S et Z̄T si on considère que la moyenne est simplement plus robuste,
soit on estime qu’ils peuvent ajouter de l’information à celle apportée par cette
première estimation. Auquel cas il est possible de simplement les concaténer et
d’obtenir une description plus robuste des espaces de caractéristiques source et
cible. On remplace alors les premiers ensembles Z̄S et Z̄T par la concaténation
des deux ensembles selon

Z̄S ←
[
Z̄S ,

¯̄ZS ] et Z̄T ←
[
Z̄T ,

¯̄ZT ]. (2.12)

Il est tout à fait possible de répéter cette opérations plusieurs fois en ajoutant
à chaque fois des estimateurs de la moyenne différents lorsqu’on estime qu’ils
apportent de l’information. Dans les faits, ceux-ci apportent rarement grand
chose de mesurable en terme de d’amélioration de la précision finale du classi-
fieur mais ils peuvent apporter dans le cas de données très bruitées et avec des
artefacts pouvant rendre l’estimation de la moyenne difficile, surtout dans le cas
d’un nombre de points faible.

2.2.4 TSA améliorée par PCA (TSAxPCA)
Deuxièmement, dans une méthode un peu plus subtile et plus complexe

nous avons choisi de découper les nuages de points de chacune des classes en
plusieurs sous-ensembles décrivant la forme globale de l’ensemble de données
plus précisément. Ensuite, il est possible de calculer des moyennes distinctes dans
chacun de ces groupes et d’obtenir des ensembles de vecteurs tangents moyens
Z̄S et Z̄T de plus grande taille et donnant des informations supplémentaires sur
l’espace de caractéristiques.

Pour ce faire, la première idée a été d’utiliser une PCA sur chaque classe
indépendamment pour créer des groupes de points repartis en fonction de leur
position selon la première dimension de cette PCA comme le montre la figure
2.10. Il est d’ailleurs totalement possible de faire un premier découpage selon la
première dimension de la PCA et ensuite d’autres selon les autres dimensions
de la PCA pour rendre cette description des données plus précise encore. Ce-
pendant lors de ces recherches, nous avons pu remarquer que ne sélectionner
que la première dimension était généralement le meilleur choix, bien que parfois
ajouter la seconde peut également avoir un effet bénéfique. Mathématiquement,
considérons les ensembles de vecteurs tangents ZS et ZT . Répartis en ZS,i et
ZT,i selon leur classe respective i allant de 1 à Nclass. Une PCA est calculée
sur chacun des nuages de points ZS,i, donnant les vecteurs propres ei,j avec j

représentant la dimension, allant donc de 1 à Nc(Nc+1)
2 . Sans perdre de généra-

lité, on considère que les vecteurs sont rangés par ordre décroissant de valeur
propre. On considère alors la projection
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Figure 2.9 – Schématisation de la projection des vecteurs de ZS,i selon la
dimension principale ei,1.

pi,j = ZT
S,i · ei,j . (2.13)

Ce vecteur correspond à la projection de chacun des points de ZS,i sur le
vecteur propre ei,j . Ainsi à chaque vecteur z de ZS,i correspond une valeur pz, j
étant sa position selon dimension principale comme montré en figure 2.9.

Les valeurs sont ensuite triées et les vecteurs sont regroupés en plusieurs
groupes étant donné leur projection selon la dimension principale. Le point
central de ces groupes est ensuite calculé et utilisé comme point d’ancrage en
plus du centre global de la classe venant de la méthode TSA de base, comme
on peut le voir en jaune sur la figure 2.10. Afin d’obtenir le regroupement pour
l’ensemble de données source et cible, nous considérons pour chaque classe une
PCA formée sur la source et utilisée comme telle sur l’ensemble de données
source et cible. Cette façon d’utiliser la PCA permet de ne pas avoir à se soucier
de l’ambiguïté de signe des vecteurs propres lorsqu’on considère des rotations
à effectuer suffisamment faibles. Il a d’ailleurs été vérifié visuellement un grand
nombre de fois au cours de cette thèse que la rotation allant de la cible à la
source était systématiquement suffisamment faible pour garder la même PCA
entre les deux. Cependant, garder la PCA de la source pour la cible possède
d’autres problèmes, notamment dans le cadre de l’apprentissage par transfert
inter-configurations. Mais tout cela sera expliqué en détails un peu plus tard
dans la discussion.
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Figure 2.10 – Schéma d’un ensemble de données à deux classes utilisant la
première dimension d’une PCA pour chaque classe.

2.2.5 TSA améliorée par CSP (TSAxCSP)
La PCA n’a pas été le seul outil de filtrage spatial que l’on a pu utiliser

pour tenter d’améliorer le produit croisé K. On a également porté un regard
intéressé au CSP afin de créer des points permettant d’ajouter de l’information
au produit croisé K. Comme nous avons pu l’expliquer plus tôt en partie 1.3.2,
le but du CSP est de donner des filtres spatiaux permettant la séparation de
deux classes via la maximisation du rapport de variance r entre les classes, par
exemple 1 et 2

r =
Vi,1

Vi,2
.

Dans ce cadre, en utilisant les outils de décomposition en valeur propre de
matrices de covariance, il est possible de reprendre le concept du CSP pour isoler
des filtres spatiaux permettant la séparation maximale des classes. Nous allons
reprendre une version simplifiée du CSP comparée à celle expliquée en introduc-
tion. La récupération des filtres spatiaux du CSP se fait de la manière suivante.
Considérons, la matrice ZS,i et ZS,j introduites plus haut, correspondant aux
points des classes i et j respectivement. On s’intéresse à la relation entre les
variances spatiales de chacune de ces classes. Pour cela il semble cohérent qu’il
va y avoir besoin de la matrice de covariance spatiales des classes i et j que l’on
nommera de manière originale Ri et Rj et qui sont telles que

Ri =
1

Nt
ZS,i · ZT

S,i
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et
Rj =

1

Nt
ZS,j · ZT

S,j .

Ces matrices sont de taille (Nc(Nc+1)
2 , Nc(Nc+1)

2 ) comme on pourrait s’en
douter de la part de matrices de covariances spatiale vectorisées 4. Nous avons
désormais la covariance spatiale de nos essais pour chacune des classes. Le but
d’un CSP est de trouver le filtre spatial maximisant le rapport de covariance
entre les deux classes i et j, pour cela on résout le problème aux valeurs propres
généralisé

Riv = λRjv (2.14)

avec λ une valeur propre généralisée de Ri et Rj et v le vecteur propre généralisé
associé à la valeur propre λ.

La solution la plus simple au problème arrive si Rj est inversible. Ce qui
est notre cas car une matrice de covariance est SDP donc inversible et le cas de
non-inversibilité qui pourrait arriver avec le fait de traiter des données réelles
est réglé avec une bonne régularisation. Ainsi, on peut récrire le problème sous
la forme

R−1
j Riv = λv (2.15)

et directement chercher à obtenir les valeurs propres de R−1
j Ri. On obtient alors

les matrices P et D telles que

R−1
j Ri = PijDijP

−1
ij (2.16)

et définies classiquement avec Pij étant la matrice possédant les vecteurs propres
dans ses colonnes et Dij possédant les valeurs propres associées sur la diagonale
et des 0 sinon. Un CSP classique se termine généralement en choisissant les
vecteurs de Pij et Pji dont les valeurs propres associées sont les plus élevées,
permettant de bien séparer la classe i de la classe j et inversement. Ces vecteurs
propres représentent les patternes spatiaux permettant cette séparation. C’est
à dire en simplifiant la figure 1.6, les vecteurs donnant les direction qu’on peut
retrouver dans la figure 2.11.

Lorsqu’on les regarde de près, ces vecteurs de direction sont très intéressants
pour décrire l’espace des caractéristiques que l’on souhaite classifier. Déjà car le
simple fait de représenter la variance des points de l’espace en font de bons des-
cripteurs de l’espace et ensuite car ils sont créés spécifiquement pour optimiser
la séparation des classes i et j afin de faciliter leur classification. Cependant les

4. On remarquera d’ailleurs que l’équation de construction de la matrice de covariance
spatiale est très proche quoiqu’un peu différente de celles qui ont pu être calculées en partie
1.4, notamment car on moyenne ici sur les essais et plus les échantillons temporels. Il est
aussi bon de noter qu’on est en train de faire les matrices de covariance spatiales de matrices
de covariance spatiales vectorisées qui sont donc traitées comme des points classiques d’un
espace euclidien, d’où le fait qu’on obtienne des matrices de covariance spatiale de taille
(
Nc(Nc+1)

2
,
Nc(Nc+1)

2
) et non pas (Nc, Nc) comme précédemment.
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Figure 2.11 – Simplification de la schématisation du CSP.

vecteurs en tant que tel ne sont que des directions et les aligner à l’aide du TSA
ayant plutôt pour but d’aligner des points d’ancrage plutôt que des directions
semblerait fondamentalement faux. Ainsi, afin de créer des points en utilisant
ces directions, il suffit de considérer nos moyennes z̄S,i pour une classe i donnée
et d’y ajouter (ou soustraire) les vecteurs de Pij pour créer de nouveaux points
d’ancrage. Cela va donner une représentation proche du schéma de la figure
2.12. Ce sont ensuite ces points qui vont être alignés de la cible vers la source.
Dans le cas de la cible, les calculs sont exactement les mêmes. Le seul défaut
peut venir d’une ambiguïté de signe lié à nos directions découlant du CSP mais
cela se règle de la même manière que ce qui sera discuté pour la PCA plus tard
lors de l’adaptation nécessaire à l’étude de bases de taille de données différentes
avec cette amélioration.

Ainsi considérons la kième composantes du CSP source et cible respective-
ment es,k et et,k. Dans le cas général, prenant en compte la potentielle hétérogé-
néité des données, la manière la plus simple de résoudre au moins partiellement
l’ambiguïté de signe, est de s’intéresser à la direction relative entre les compo-
santes et un vecteur analogue pour les deux. Ici le vecteur qui a été choisi est
simplement un vecteur de uns. Étant donné l’orientation des données que l’on
retrouve usuellement lors de la visualisation, ce vecteur semble approprié, il est
également très simple à s’imaginer pour raisonner géométriquement. On calcule
donc le signe du produit scalaire entre la composante et le vecteur de uns que
nous appellerons j.

ẽs,k = sign(es,k.j)es,k
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Figure 2.12 – Schématisation des point d’ancrage obtenus avec la méthode
TSAxCSP.

et
ẽt,k = sign(et,k.j)et,k.

Cette façon d’estimer la direction du vecteur permet de résoudre rapidement
la très large majorité des ambiguïtés dans l’orientation du vecteur extrait des
deux CSP. Cette résolution repose cependant sur beaucoup d’a priori sur la
relation entre les données source et cible. Notamment le fait que les deux sont
orientées relativement de la même manière par rapport au vecteur de uns. Dans
les faits, étant donné les pré-traitements et les premiers réalignements (notam-
ment le recentrage) déjà effectués, les distributions de données sont déjà très
proche et généralement orientés de façon équivalente, ce qui fait que cette réso-
lution donne de très bons résultats. Cependant, dans certains cas particuliers il
est tout à fait possible que des vecteurs avec une orientation proche se retrouvent
avec une direction dans un sens opposé comme dans l’exemple présenté en figure
2.13. Ainsi, cette proposition simpliste bien qu’efficace ne sera par la suite utili-
sée que dans le cas d’alignement entre bases de données de tailles différentes. En
effet, le vecteur j utilisé pour la source et pour la cible n’a pas nécessairement
la même dimension, le but étant de se poser une base commune d’orientation
des données, même si celles-ci devaient avoir une dimension différente.

Une autre méthode, inspirée de ([18]), consiste à calculer le signe de eTs,ket,k
et à modifier le signe de es,k ou de et,k pour que ce signe soit positif, ce qui per-
met d’obtenir deux vecteurs allant globalement dans la même direction. Encore
une fois, cette façon de résoudre l’ambiguïté de signe impose un angle relati-
vement faible entre les deux distributions (< 90°). Toutefois, dans toutes les
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Figure 2.13 – Cas pratique dans lequel les composantes source et cible sont
proches mais donnent un signe de produit scalaire différent par rapport à j.

données que nous avons pu observer jusque là cela a toujours été le cas car la
nature même des données ainsi que les pré-traitements et alignements qui leur
sont appliqués auparavant forcent une certaine homogénéité. Une problème per-
siste cependant. Cette méthode exige que es,k et et,k aient la même dimension
et n’est donc pas adaptée à l’alignement de bases de données avec des nombres
de canaux différents, à moins qu’un filtrage spatial soit appliqué au préalable.

2.2.6 TSA améliorée à l’aide de valeurs propres (TSAxEIG)
La méthode du TSAxEIG peut être présentée comme le mélange entre les

méthodes TSAxPCA et TSAxCSP, bien qu’elle soit antérieur à cette dernière
en terme de temporalité. En effet, dans cette méthode on s’intéresse aux valeurs
propres des matrices de covariance spatiale des points de chacune des classes
pour la source et la cible, cependant cette fois-ci une PCA est calculée à la fois
pour la source et pour la cible et au lieu d’utiliser les vecteurs principaux extraits
pour créer des groupes dans les nuages de points, ces vecteurs sont directement
utilisés comme des descripteurs de la direction principale de chacune des classes
source et cible et sont traités exactement de la même manière que dans la
TSAxCSP présentée plus tôt et avec le même objectif, simplement effectué de
manière différente.

2.2.7 TSA améliorée à l’aide de bootstraps de moyennes
(TSAxBOOTSRAP)

Une autre façon d’augmenter le rang de K est de ne plus considérer simple-
ment la moyenne globale de chacune des classes mais plutôt des bootstraps de
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moyennes de points. Ainsi un nombre fixé Nb de boostraps contenant un nombre
fixé d’essais tirés aléatoirement est calculé, permettant ainsi de multiplier par
Nb + 1 (en gardant la moyenne globale) la taille de Z̄S et Z̄T . Cette méthode
a le bon goût d’améliorer très facilement la déficience de rang de K et de ne
plus donner de résultats tels que ceux présentés en figure 2.8 mais au prix de
nouveaux problèmes. En effet, les bootraps étant tirés de manière aléatoire, il
n’y a aucune raison que les bootstraps correspondants de Z̄S et Z̄T soient liés
d’une quelconque manière, cela a pour finalité d’ajouter du bruit lors de l’ali-
gnement, donnant une rotation dont l’alignement ne se fait plus nécessairement
sur la moyenne et dont les erreurs d’orientation telles que présentées en figure
2.7 sont plus fréquentes. Une méthode permettant des bootstraps de moyenne
gardant une certaine cohérence entre la source et la cible donnerait sûrement
de meilleurs résultats et serait à investiguer, cependant nous n’avons pas eu le
temps d’aller plus loin dans cette recherche au cours de cette thèse, d’autant
plus que la méthode TSAxPCA existait déjà lorsque cette idée d’amélioration
a été proposée et jouait un rôle analogue.

2.3 Étude du TSAxPCA élargie à plusieurs pa-
radigme et sur un grand nombre de données

Après avoir développé ces différentes améliorations, on s’est intéressé au ré-
sultat que chacune pouvait donner ainsi qu’à l’utilisation de plusieurs d’entre
elles en parallèle. En effet, comme précisé un peu plus tôt, rien n’empêche
de regrouper les points d’ancrages de plusieurs améliorations afin d’obtenir la
meilleure description possible de l’espace de caractéristique qu’on souhaite ali-
gner. Après de nombreux tests, il s’est avéré que la meilleure version du TSA
était simplement la version TSAxPCA et globalement toujours les mêmes hyper-
paramètres à savoir une dimension à la PCA pour chaque classe et généralement
un découpage en 5 sous-groupes. C’est donc cette version qui a été publiée dans
l’article [15]. Une fois cette version choisie, on a pu s’atteler à obtenir des résul-
tats très détaillés de cette version et ce en utilisant tous les outils à disposition,
notamment grâce à la bibliothèque MOABB [43]. Celle-ci donne accès a une
grande quantité de données ICO de différents paradigmes qui peuvent être pré-
traitées très facilement de façon automatique et normalisée. Ensuite les tests
ont été effectués en utilisant tout ce qui a déjà été présenté dans cette thèse et
en suivant le diagramme présenté en figure 2.14

2.3.1 Description des données
Lors de l’étude du TSAxPCA, de nombreuses bases de données ont été uti-

lisées. Nous allons reprendre ici leur description ainsi que certaines caractéris-
tiques permettant de mettre en relief les résultats qui seront montrés par la
suite. Le tableau 2.15 donne une description détaillée de la quantité de donnée
présente dans chacune des bases de données. Celle-ci est particulièrement inté-
ressante car le nombre d’essais qui peuvent être utilisés pour entraîner le clas-
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Figure 2.14 – Diagramme représentant la pipeline utilisée pour faire les tests
de la méthode TSAxPCA.
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Figure 2.15 – Liste des bases de données traitées pour les ERP, MI et SSVEP.
Légende : Ch=Nombre de canaux ; Trials=Nombre usuel d’essais par sujet ;
Sess=Nombre de sessions ; Sub=Nombre de sujets.

sifieur a généralement un impact élevé sur la précision de ce dernier. De même
le nombre de canaux est un élément important à prendre en compte car il est
aussi déterminant dans la précision finale en plus d’être lié de façon quadratique
au temps de calcul des algorithmes dans le domaine des ICO riemanniennes.

Cette étude a été menée sur 5 bases de donnée en ERP citées respectivement
avec le même ordre qu’en table 2.15 soit [38], [69], [4], [81] et [39] ; 10 bases de
donnée en MI [79], [31], [76], [56], [5], [22], [36], ([74] + [67]) 5, [99], [104] ; et 3
bases en SSVEP [44], [62], [87].

2.3.2 Résultats obtenus
Dans cette étude, l’apprentissage par transfert se fait en inter-sujets pour

toutes les paires de sujets source/cible possibles dans chaque base de données.
La précision est évaluée en utilisant la précision équilibrée puisque le nombre
d’essais par classe est souvent déséquilibré (toujours pour le paradigme ERP).

5. Base de donnée disponible via https://physionet.org/pn4/eegmmidb/
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Étant donné la très grande quantité de données de toutes les comparaisons
par paire, nous avons commencé par évaluer visuellement toutes les précisions
équilibrées obtenues pour une base de données donnée au moyen de diagrammes
de sériation, c’est-à-dire des diagrammes montrant la précision pour chaque
paire de sujets cible et source disposés sous forme de matrice. La moyenne de
la précision est calculée sur tous les nombres d’essais d’alignement pour chaque
paire. Le cas où la cible et la source sont identiques, c’est-à-dire sur la diago-
nale, est remplacé par la précision classique de la validation croisée train-test,
qui offre une référence directe. En outre, les sujets cibles et sources sont triés sur
les lignes par ordre décroissant de la précision par validation croisée du train-
test. Il convient de garder à l’esprit que la procédure de train-test étant entière-
ment supervisée et optimisée pour les données d’entraînement, elle devrait être
plus performante qu’une méthode d’apprentissage par transfert. La figure 2.16
montre un diagramme de sériation représentatif pour chaque paradigme, ce qui
permet de comparer visuellement les performances de la méthode d’apprentis-
sage par transfert TSA par rapport à la méthode d’apprentissage par transfert
RPA ; toutes les figures sont disponibles en tant que matériel supplémentaire
dans la partie Annexe.

Afin d’évaluer la performance moyenne, nous représentons la moyenne de la
précision équilibrée entre tous les sujets d’une base de données pour chaque mé-
thode en fonction du nombre d’essais d’alignement. Étant donné que la moyenne
est calculée sur l’ensemble des sujets, ne sont inclus dans cette analyse que les
sujets présentant une précision d’au moins 60% dans le cadre d’une validation
croisée train-test classique. Cette restriction exclut environ la moitié des sujets,
soit 178 sujets sur 349. Il est important de noter que les sujets ayant une pré-
cision globale de 60% ont généralement une précision supérieure à 70% avec
tous les essais d’entraînement disponibles. La figure 2.17 montre un graphique
représentatif pour chaque paradigme. Toutes les figures de l’ensemble des bases
sont disponibles en tant que matériel supplémentaire.

Nous résumons ensuite toutes les informations relatives à la précision par
paire dans les tableaux de précision tels que le tableau 2.1. Ces tableaux donnent
pour chaque sujet cible la précision moyenne sur le nombre d’essais d’alignement
et de sujets sources. Pour cette base de données, il y a 30 nombres d’essais
d’alignement considérés et 18 sujets sources possibles, ce qui donne une moyenne
sur 540 valeurs. L’erreur standard est donc généralement faible. Les tableaux de
précision pour toutes les bases de données figurent en annexe.
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(a) Base de données Cho2017 (MI)

(b) Base de données Brain Invaders 2013a (ERP)

(c) Base de données SSVEP Exoskeleton (SSVEP)

Figure 2.16 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour chaque paradigme. Voir le texte pour plus
de détails.
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(a) Base de données Cho2017 (MI)

(b) Base de données Brain Invaders 2013a (ERP)

(c) Base de données SSVEP Exoskeleton (SSVEP)

Figure 2.17 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour une base de données représentative dans chaque
paradigme (MI, ERP, SSVEP).
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Table 2.1 – Précision équilibrée ± erreur type pour les bons sujets de la base
de données Cho2017 moyennée sur le nombre d’essais d’alignement et les sources
pour le train-test, TSA et RPA.

Les tableaux de précision confirment ce qui peut être évalué visuellement
dans les diagrammes de précision moyenne et les diagrammes de sériation ; en
moyenne, il y a une différence d’environ 1% entre la précision de la validation
croisée du test d’entraînement classique et la méthode TSA et d’environ 5%
entre la validation croisée du test d’entraînement classique et la méthode RPA.
Cela plaide en faveur d’une nette amélioration de la méthode TSA par rapport
à la méthode RPA. Le tableau 2.2 résume toutes les précisions équilibrées pour
chaque ensemble de données. En moyenne, sur l’ensemble des bases de données,
il n’y a pas de perte de précision avec la méthode TSA par rapport à la précision
optimale de l’entraînement et du test. Ce n’est pas le cas pour la RPA.

Enfin, nous avons effectué des tests statistiques sur tous les résultats de
précision source/cible par paire que nous avons recueillis. À cette fin, nous avons
suivi la procédure introduite dans [70]. En bref : on calcule d’abord des t-tests
par paires signés pour chaque sujet cible en comparant la précision entre les
méthodes, ce qui donne des statistiques Tm,i et des valeurs pm,i pour chaque
paire de méthodes m et de sujets cibles i. Afin de corriger la multiplicité des tests
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Table 2.2 – Précision équilibrée ± erreur standard pour les bons sujets de
chaque base de données en moyenne sur le nombre d’essais d’alignement, la
cible et la source pour le train-test, TSA et RPA.

statistiques, nous avons utilisé la procédure de test multiple de rejet séquentiel
de Holm ([40]) pour chaque sujet cible. Cette procédure produit des tableaux
tels que le tableau 2.3. Les tableaux correspondants pour chaque base de données
sont disponibles en annexe. Ensuite, on combine les valeurs p obtenues à l’aide
de la méthode du score Z de Stouffer ([102]) pour chaque base de données, ce
qui donne plusieurs valeurs p correspondant à chaque paire de méthodes pour
chaque base de données. Ces valeurs p sont également corrigées au moyen de
la procédure de Holm et sont résumées dans le tableau 2.4. Ce tableau montre
que parmi les 18 bases de données analysées, 11 montrent une amélioration
significative de TSA par rapport à RPA. Aucune différence significative n’a été
constatée entre la précision de la validation croisée train-test classique et TSA, à
l’exception de deux bases de données pour lesquelles TSA s’est avéré inférieur.
Ce nombre est porté à cinq bases de données pour lesquelles la précision de
la validation croisée du test de formation classique est comparée à la précision
obtenue par la RPA. Enfin, à l’aide de la méthode du score Z de Stouffer, les
valeurs p correspondant à chaque paradigme sont calculées et corrigées à l’aide
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Table 2.3 – Valeurs p par sujet pour la base de données MI Cho2017. Légende :
TRAIN=train-test ; *=valeurs p significatives après correction des comparaisons
multiples.

de la procédure de Holm (tableau 2.5).
Jusqu’à présent, nous nous sommes concentrés sur l’apprentissage par trans-

fert entre sujets, mais la méthode proposée peut également être utilisée pour
transférer différentes informations, par exemple d’une session à l’autre avec le
même sujet ou d’une tâche à l’autre. Afin de garantir la capacité de la méthode à
réduire la variabilité entre les sessions, nous avons utilisé l’ensemble de données
comportant plusieurs sessions et traité les résultats pour une validation croisée
entre les sessions. Pour ce faire, nous avons utilisé les données d’une session
comme source, puis pour chaque autre session avec 80% de données de test et
20% de données d’entraînement, nous avons entraîné le modèle d’apprentissage
par transfert et testé les résultats. Le processus est ensuite répété en utilisant
chaque session comme source. Nous avons comparé quatre méthodes différentes :

— Tangent Space Alignment (TSA),
— Riemannian Procrustes Analysis (RPA) utilisée comme comparaison lors
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Table 2.4 – Valeurs p par base de données. Légende : TRAIN=train-test ;
*=valeurs p significatives après correction des comparaisons multiples.

Table 2.5 – Valeurs p pour chaque paradigme et valeurs p globales pour tous
les tests effectués. Les valeurs p globales sont la combinaison des valeurs p
pour toutes les bases de données, quel que soit leur paradigme. Légende :
TRAIN=train-test ; *=valeurs p significatives après correction des comparai-
sons multiples.
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cette étude,
— Méthode habituelle de train-test utilisant uniquement les données cibles,
— Test direct (DCT) utilisant des algorithmes entraînés sur la source sans

aligner les données cibles par une rotation (recentrage uniquement).
Les résultats sont présentés dans la figure 2.18 et présentés numériquement dans
le tableau 2.6.

Figure 2.18 – Graphique à barres indiquant la précision équilibrée entre les
sessions pour les bases de données possédant plusieurs sessions.
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Table 2.6 – Tableau de précision équilibrée entre les sessions pour chaque
ensemble de données et chaque méthode.

Ces résultats sont cohérents avec les précédents. Ils donnent des précisions
légèrement améliorées par rapport aux sessions mélangées toutes ensemble, ce
qui est attendu. De plus, la méthode proposée est plus performante que RPA
sur toutes les bases de données à l’exception de Zhou 2016.

2.3.3 Discussion des résultats obtenus avec la TSAxPCA
L’analyse approfondie que nous avons effectuée montre que pour le para-

digme ERP, la TSAxPCA est nettement plus performant que la RPA. Pour le
paradigme MI, nous observons que TSA est plus performant que RPA et que
la validation croisée train-test classique est plus performante que TSA et RPA.
Pour le paradigme SSVEP, la validation croisée train-test classique est plus per-
formante que TSA et RPA. Globalement, la RPA est surclassée par la TSA et
la validation croisée train-test classique. Sur la base du tableau 2.5, nous ne
pouvons pas conclure quant à la supériorité de TSA par rapport au train-test
en termes de précision, car la valeur globale qui peut être trouvée est princi-
palement due à de très grandes valeurs trouvées pour le paradigme ERP. Pour
conclure avec les résultats, il a été démontré que TSA surpasse RPA pour la
grande majorité des bases de données que nous avons utilisées dans cette analyse,
atteignant une précision assez proche de la méthode optimale de train-test. Il
s’agit également d’une nette amélioration d’un point de vue méthodologique par
rapport à la RPA, car la version de base de la TSA permet naturellement l’ap-
prentissage par transfert entre des ensembles de données comportant un nombre
différent de canaux, alors que la RPA a besoin de certaines extensions pour ce
faire ([70]). Il reste cependant à noter que la version améliorée TSAxPCA uti-
lisée ici a par contre aussi besoin d’une légère adaptation pour être étendue à
un nombre différents de canaux. L’avantage indéniable est que cette adaptation
peut se faire directement à l’intérieur de la méthode, comme il sera montré un
peu plus tard et n’a pas besoin d’adapter les données contrairement à la mé-
thode de dimensionality transcending (DT) [70] qui permet l’adaptation de la
RPA aux bases à nombre de canaux hétérogènes.

En conclusion, cette étude a permis d’introduire une nouvelle méthode d’ap-
prentissage par transfert, ou a minima son amélioration fonctionnant à la fois en
inter- et intra-sujets pour les interfaces cerveau-ordinateur. Cette étude indique
également que cette méthode est plus performante qu’une méthode analogue
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de pointe (RPA). Cependant, elle n’atteint pas encore la même précision que
celle obtenue avec une procédure classique de validation croisée train-test pour
l’imagerie motrice et le paradigme SSVEP. Des recherches supplémentaires sont
nécessaires pour comprendre pourquoi la performance de la méthode TSA est
clairement supérieure pour le paradigme ERP. Une hypothèse est que cette
bonne performance peut-être liée soit au déséquilibre dans les classes des ERP
que la TSA prendrait bien en compte (bien que la méthode de train-test soit
adaptée pour la prendre aussi en compte, de même pour la RPA), soit simple-
ment à la forme de la distribution des ERP qui se prête bien à l’utilisation de
cette méthode.

En termes de temps de calcul, puisque nous disposons d’une forme déter-
ministe pour la rotation de la méthode TSA, celle-ci est beaucoup plus rapide
que la méthode RPA, où une optimisation itérative sur la variété de Grassmann
est effectuée. Cependant, même si la TSA peut être plus rapide d’un ordre de
grandeur, cette rapidité a tendance à évoluer avec le nombre de canaux considé-
rés. Soit Nc étant la taille du signal de pré-covariance (nombre de canaux plus
nombre de canaux de la cible moyenne pour ERP, nombre de canaux pour MI,
nombre de classes multiplié par le nombre de canaux pour SSVEP), nous calcu-
lons des rotations de taille (Nc∗(Nc+1)

2 , Nc∗(Nc+1)
2 ) là où RPA calcule une rotation

de taille (Nc, Nc). Cela signifie que pour les ensembles de données comportant un
nombre important de canaux, l’avantage de calcul de TSA tendra à disparaître
voire à s’inverser dans le pire des cas. Le tableau 2.7 montre le temps de calcul
moyen pour chaque ensemble de données si aucun filtre spatial n’était appliqué
avant l’estimation de la covariance, ce qui donne parfois de grandes matrices de
covariance. En général, les filtres spatiaux sont appliqués, de sorte que les valeurs
de temps les plus faibles sont celles que l’on rencontre habituellement. De plus,
lors du calcul des rotations pour TSA, nous pouvons considérer seulement un
nombre de canaux qui résulteront en une proportion de la variance globale des
données. Cela signifie qu’il n’est pas nécessaire de calculer l’ensemble de la ma-
trice de rotation (Nc∗(Nc+1)

2 , Nc∗(Nc+1)
2 ), nous pouvons sélectionner uniquement

quelques valeurs singulières et leurs vecteurs correspondants, ce qui permet de
réduire considérablement le temps de calcul si nécessaire 6.

Nous avons également observé que dans certains cas, principalement pour les
ERP, omettre la remise à l’échelle des données source et cible présentées dans
les équations 2.2 et 2.3 donne de meilleurs résultats lors de la classification. Ces
observations n’ont cependant pas été quantifiés lors d’une réelle étude et des
recherches supplémentaires sont nécessaires pour comprendre pleinement le rôle
de la remise à l’échelle dans les méthodes d’apprentissage par transfert de type
Procruste.

Lors de cette étude, nous avons pu proposer une procédure visant à amé-
liorer l’insuffisance du rang de la matrice des produits croisés, ce qui rend le
résultat plus stable et plus précis. Toutefois, cette amélioration présente éga-

6. En effet il est possible d’utiliser des algorithmes de calcul de la SVD où seul un certain
nombre, donné à l’avance, de valeurs singulières sont calculées mais cela n’a pas été fait lors
de ces travaux.
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Table 2.7 – Temps de calcul moyen par base de données pour les méthodes
TSA et RPA.

lement quelques inconvénients. Lorsque l’on utilise uniquement le point moyen
des données pour les données source et cible, la méthode sera assez sensible au
bruit puisque le nombre de points utilisés pour le calcul des moyennes est consi-
dérablement réduit. L’ajout de moyennes et/ou de médianes tronquées pourrait
rendre la méthode moins sensible au bruit. En outre, lors de l’augmentation
de K à l’aide de la PCA, plus le nombre de groupes créés est important, plus
chaque groupe est sensible au bruit. En réduisant le nombre de points dans un
groupe, on augmente l’impact des artefacts sur le point moyen. En outre, la
PCA est un algorithme assez sensible au bruit et pourrait être remplacée par
une de ses variantes robustes. Il est à noter qu’un faible nombre de groupes per-
met en général une bonne approximation de la forme des données. Bien entendu,
la correction ou l’élimination des artefacts permettrait d’obtenir de meilleures
performances.

Il convient de rappeler que lors de cette étude, nous n’avons appliqué aucune
forme de pré-traitement poussé afin d’augmenter la précision globale. Il a été
choisi de procéder ainsi car l’objectif de l’étude est de comparer les méthodes
d’apprentissage par transfert sur une grande quantité de données et dans une
grande variété de situations réelles, c’est-à-dire sur des données bruitées. Pour la
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même raison, nous avons utilisé toutes les données d’un sujet sans faire d’adap-
tation d’une session à l’autre. Ce choix entraîne évidemment une baisse de la
précision globale, ce qui se traduit par une diminution importante du nombre
de sujets utilisés pour les résultats moyens finaux. Il a été jugé intéressant de
procéder ainsi car, comme l’ont montré des études antérieures, il existe un écart
important de performance des algorithmes entre les sujets en ce qui concerne la
précision de l’apprentissage par transfert ([101, 71]).

Un autre point à mentionner est que même si notre méthode a été largement
testée sur de nombreuses bases de données, il y a encore plus de bases de données
à tester. En outre, certains paradigmes tels que les ICO affectives n’ont pas été
étudiés dans cet article. L’étude de l’apprentissage par transfert entre bases de
données n’a pas encore été abordé et sera d’ailleurs présentée dans la suite de
cette thèse.

Comme toutes les méthodes efficaces d’apprentissage par transfert, la TSA
peut être très utile lorsqu’elle est utilisé avec un modèle d’apprentissage auto-
matique qui prend trop de temps pour l’entraînement sur de nouvelles données
pour des sessions en ligne. la TSA permet également d’aligner les données de
plusieurs sujets dans le même espace de caractéristiques. Cet alignement pour-
rait améliorer la précision de la classification de plusieurs sujets et permettre
l’apprentissage d’un classificateur robuste sur des données alignées qui donnera
de meilleurs résultats pour de nouveaux sujets une fois qu’ils auront été alignées.
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Chapitre 3

Apprentissage par transfert
inter-configurations

Table des matières

3.1 Généralisation inter-configurations du TSAxPCA . . . . . . . . . 82
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3.3 Résultats intra- et inter-configurations de la source arbitraire . . 88

3.3.1 Résultats intra-configuration . . . . . . . . . . . . . . . . 90
3.3.2 Résultats inter-configurations . . . . . . . . . . . . . . . . 94
3.3.3 Discussion . . . . . . . . . . . . . . . . . . . . . . . . . . . 101

3.1 Généralisation inter-configurations du TSAxPCA
Le TL considéré jusque là est essentiellement d’un sujet cible unique vers un

autre sujet source unique également. Pour aligner plusieurs sujets ensemble on
peut choisir un sujet source et aligner tous les autres à lui. Cependant dès lors
que cette stratégie est choisie, elle soulève plusieurs autres questions, notamment
car le choix d’un sujet source vers qui aligner tout le monde plutôt qu’un autre
n’est pas anodin. Il convient alors de se demander quel sujet conviendrait le
mieux en tant que source globale, d’autant plus lorsque l’on se place, comme ici,
dans le cadre de TL inter-configurations, c’est à dire entre des bases de données
possédant des configurations souvent très différentes (nombre d’électrodes, rap-
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port signal/bruit, stimuli envoyé à l’utilisateur...). Toute cette troisième partie
portera sur la mise en place et les tests d’une source arbitraire mathématique
possédant de bonnes propriétés et pouvant permettre d’aligner entre eux dif-
férents sujets y compris en inter-configurations en perdant le moins possible
d’information. Dans le cadre de cette étude la méthode d’alignement restait
libre et nous avons donc choisi de rester dans la continuité de cette thèse et de
prendre la méthode TSAxPCA que nous avons présentée plus tôt pour jouer le
rôle de méthode d’alignement.

Comme nous avons pu l’expliquer dans la partie 2.2.4, contrairement à la
première version de la méthode TSA, nous ne calculons pas le produit croisé
directement avec les points d’ancrage de base, mais nous ajoutons d’autres
points d’ancrage basés sur la composante principale de l’ensemble de points
pour chaque classe. De cette manière, nous calculons les matrices de covariance
des deux ensembles {z̃S,n}n∈[1,Ns] et {z̃T,n}n∈[1,Nt] pour chaque classe k, ce qui
donne les matrices C̃S,k et C̃T,k puis, avec la décomposition en valeurs propres,
la composante principale eS,k et eT,k de chaque ensemble de points et de chaque
classe est extraite. Toutefois, contrairement à la méthode précédente dans la-
quelle une composante principale était calculée uniquement pour la source et
appliquée à la cible pour le tri, la source et la cible ne sont pas nécessairement
de la même taille dans le cas de l’ensemble croisé TL. Par conséquent, une com-
posante principale est calculée indépendamment pour la source et la cible. On se
retrouve alors dans le cas analogue à ce qui se passe pour la version TSAxCSP
de la méthode en partie 2.2.5. Dans ce cas particulier, une ambiguïté de signe
peut survenir entre la direction principale de la source et celle de la cible. Dès
lors, nous considérons la manière la plus simple de résoudre l’ambiguïté de signe,
en calculant le produit scalaire entre la composante et un vecteur tout-unique
de même longueur que nous appellerons j.

ẽS,k = sgn(eS,k.j)eS,k

et
ẽT,k = sgn(eT,k.j)eT,k

avec sgn(.) la fonction signe qui vaut −1 sur ]−∞, 0[, 0 en 0 et 1 sur ]0,+∞[.
Une autre méthode inspirée par ([18]), aurait pu consister à calculer le signe

de eS,k.eT,k et à modifier le signe de eS,k ou de eT,k pour que ce signe soit positif,
ce qui aurait permis d’obtenir un vecteur aligné. Cependant, cette méthode exige
également que eS,k et eT,k aient la même longueur et n’est donc pas adaptée
à l’alignement de bases de données hétérogènes, c’est pourquoi je m’en suis
tenu à la référence du vecteur de uns pour corriger l’ambiguïté de signe. Cette
méthode quant à elle est tout de même utilisée pour corriger le signe dans le
cas inter-sujets. Celle-ci permet d’obtenir de meilleurs résultats par rapport à
l’utilisation d’une seule composante principale extraite de la source, car elle
permet un meilleur regroupement des points de la cible.

Ces composantes principales sont ensuite utilisées comme dans [15] pour trier
les ensembles {z̃S,n}n∈[1,Nt] et {z̃T,n}n∈[1,Nt] et les regrouper en Ncluster groupes
en fonction de leur position le long de la composante principale. Dans cette
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étude, nous avons choisi Ncluster = 5 groupes le long de la première composante
principale de chaque classe pour la source et la cible. La moyenne de chaque
groupe donnera les matrices de points d’ancrage supplémentaires AS = [aS,i, i ∈
[1, Ncluster ∗K]] pour la source et AT = [aT,i, i ∈ [1, Ncluster ∗K]] pour la cible
comme expliqué plus tôt en partie 2.2.4. Enfin, nous pouvons définir

Z̄S ←
[
Z̄S ,AS ] et Z̄T ←

[
Z̄T ,AT ].

de manière analogue à ce qui a été défini en partie 2.2.4 et plus précisément en
équation 2.12.

3.2 La source arbitraire
Depuis sa première introduction dans le domaine ICO par Alexandre Ba-

rachant en 2010 ([6]) la géométrie riemannienne a montré un grand potentiel,
tant en termes de classification ([26]) que de TL et ce pour plusieurs types de
paradigmes tels que le P300 ([71]), ([57]), la MI ([101]), les SSVEP ([45]) et
les c-VEP ([100]). Tous ces résultats prometteurs montrent le potentiel des mé-
thodes riemanniennes pour réduire l’écart entre deux sujets ou sessions et donc
augmenter la vitesse d’étalonnage. Cependant, il n’existe que peu de méthodes
traitant de la variabilité entre les ensembles de données et encore moins utilisant
la géométrie riemannienne.

Les auteurs de ([91]) présentent une revue de méthodes existantes pour
chaque paradigme ICO dans lequel le TL inter-configurations est pris en compte,
même si le nombre de méthodes est faible. De cette manière, les auteurs de
([95]) montrent la variabilité entre les ensembles de données MI et proposent
une stratégie de pré-alignement en ligne pour la réduire à l’aide de la géomé-
trie riemannienne. Dans ([92]), les auteurs décrivent une méthode qui permet
le TL d’un bonnet EEG à l’autre pour les applications ICO P300 en utilisant
des données étiquetées. Ils montrent une augmentation de la précision avec le
même nombre de données étiquetées pour le nouveau casque. Dans la continuité
de ce type de méthodes, les auteurs de ([70]) ont développé une méthode qui
vise à aligner des données de taille différente dans la variété riemannienne des
matrices de covariance. Ils parviennent à transférer des informations pertinentes
qui seraient autrement impossibles à obtenir.

L’étude que nous avons mené autour du transfert d’apprentissage inter-
configurations dans le cadre de cette thèse s’inscrit dans la continuité de ces
méthodes et introduit une nouvelle approche qui vise à conserver autant d’in-
formations que possible lors de l’arrangement des données d’un ensemble de
données à un autre. Les détails de cette méthode font l’objet d’un article en
cours de soumission. Ainsi, la généralisation de la variante TSAxPCA à des
données source et cible de forme différente ne représente qu’une petite partie de
la contribution de cette partie de la thèse à la communauté scientifique. La par-
tie la plus importante est la création et l’utilisation d’une source arbitraire créée
mathématiquement pour servir de base à l’alignement de toutes les données sur
cette source. L’objectif final est de pouvoir créer une base de données étalon de
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grande taille permettant d’aligner n’importe quel ensemble de données connu
en perdant le moins d’informations possible. Pour ce faire, nous avons recherché
une nouvelle source de conception "arbitraire", ce qui signifie qu’elle n’est pas
liée à d’autres structures de données telles que les bases de données elle-mêmes.
L’idée ici est de comparer l’utilisation de cette source créée artificiellement pour
posséder des propriétés mathématiques pertinentes au sujet ayant la meilleure
précision dans un ensemble de données. Si ce type de source est capable de servir
de source optimale pour le TL inter-configurations, cela peut s’avérer très utile
à l’avenir, car ce sera un bon moyen d’améliorer et de simplifier la recherche au-
tour des questions suivantes : "Quel est le meilleur sujet à utiliser comme source
dans un ensemble de données ?" ou "Comment puis-je envoyer les données de ma
nouvelle configuration aux données des utilisateurs précédents que j’ai déjà ?".
Cette conception arbitraire de la source vise en effet à réduire la dépendance des
alignements par rapport à l’ensemble de données source, qui peut actuellement
être importante si toutes les données sont alignées sur un sujet de l’ensemble
pour l’alignement intra-ensemble de données, ou pire encore, dans le cas de
l’alignement inter-configurations, sur un seul sujet d’un seul ensemble de don-
nées. Ce choix permet de définir la source arbitraire définie mathématiquement
comme ayant certaines bonnes propriétés souhaitables, et de ne pas passer trop
de temps à rechercher quel est le "meilleur" sujet en termes d’alignement. Nous
montrerons également que ce choix particulièrement attrayant n’a pas beaucoup
d’impact sur la précision finale équilibrée par rapport au "meilleur" sujet (c’est
à dire le meilleur en termes de précision équilibrée train-test à sujet unique).
Pour ce faire, nous avons appliqué la méthode décrite dans ([15]) sur plusieurs
ensembles de données avec deux archétypes principaux : 1) TL intra-ensemble
et 2) TL inter-ensembles. Dans le premier cas, nous allons nous intéresser au
TL inter-sujets à l’intérieur d’un ensemble de données et donc sans qu’il soit
nécessaire de modifier la forme des données, ce qui facilite le transfert. Dans le
second cas, nous allons me pencher sur le TL inter-configurations, qui nécessite
généralement une modification de la forme des données.

Nous avons ainsi conçu une source mathématique présentant les propriétés
suivantes. Considérons un ensemble de points {xk}k∈[1,K] représentant le centre
de K classes. Tout d’abord, étant donné les propriétés des données réelles dont
nous disposons, nous voulons que cet ensemble de points soit centré, ce qui
donne

1

K

∑
k

xk = 0. (3.1)

De même, nous voulons que ces points aient tous la même norme et comme
il n’y a qu’un coefficient multiplicatif entre le choix de deux normes, prenons-le
égal à 1. Cela donne l’équation suivante :

∀k ∈ [1,K], ||xk|| = 1 (3.2)
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qui se traduit par
∀k ∈ [1,K],

∑
i

x2
k,i = 1

avec xk,i étant la ième valeur dans xk.
Une autre condition que nous avons ajoutée pour créer cette source artificielle

est l’égalité de la distance entre deux classes. Cette condition vise à ce qu’aucune
classe ne soit prioritaire sur une autre afin d’avoir une source aussi générique
que possible. Cette nouvelle règle peut être définie comme suit

∀i ̸= j, k ̸= l, ||xi − xj || = ||xk − xl|| (3.3)

qui peut être développée en

∀i ̸= j, k ̸= l,
∑
m

(xi,m − xj,m)2 =
∑
m

(xk,m − xl,m)2

Après calculs, la source la plus simple qui répondrait à la plupart des règles
serait :

∀k ∈ [1,K],∀i ∈ [1,K], xk,i =

{
1, i = k

− 1
K−1 , i ̸= k

(3.4)

Cette définition est conforme à toutes les règles, à l’exception d’une seule.
En effet

1

K

∑
k

xk =
1

K

(
1 +

K−1∑
k=1

−1
K − 1

)
= 0.

L’équation 3.1 est donc satisfaite. En outre, dans l’équation

∀k ̸= l ∈ [1,K],
∑
i

(xk,i − xl,i)
2 =(1− 1

K − 1
)2 + (− 1

K − 1
+ 1)2

+

K−2∑
i=1

(− 1

K − 1
− 1

K − 1
)2

=2

(
K − 2

K − 1

)2

+ (K − 2)

(
2

K − 1

)2

=
2K(K − 2)

(K − 1)2

puisque le résultat ne dépend pas de k ou l s’ils sont différents, les conditions
données dans l’équation 3.3 sont remplies.
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Il ne reste plus qu’à satisfaire l’équation 3.2. Nous constatons que

∀k ∈ [1,K],
∑
i

x2
k,i = 1 +

K−1∑
i=1

(
− 1

K − 1

)2

= 1 +
K − 1

(K − 1)2

= 1 +
1

K − 1

=
K

K − 1

Nous pouvons donc simplement multiplier la source définie dans l’équation 3.4
par

√
K−1
K pour que toutes les règles soient satisfaites, ce qui donne

∀k ∈ [1,K],∀i ∈ [1,K], xk,i =


√

K−1
K , i = k

− 1√
K(K−1)

, i ̸= k

comme une bonne définition des centres de chaque classe dans la source artifi-
cielle X. Cela donne une source ressemblant à celle-ci

X =



√
K−1
K − 1√

K(K−1)
... − 1√

K(K−1)
− 1√

K(K−1)

− 1√
K(K−1)

√
K−1
K ... − 1√

K(K−1)
− 1√

K(K−1)

... ... ... ... ...

− 1√
K(K−1)

− 1√
K(K−1)

...
√

K−1
K − 1√

K(K−1)

− 1√
K(K−1)

− 1√
K(K−1)

... − 1√
K(K−1)

√
K−1
K


avec X la source artificielle dite arbitraire.

Cette définition est équivalente à la définition précédente de [zs,k, k ∈ [1,K]].
Maintenant que nous avons la moyenne de chaque classe décrivant notre source
artificielle, nous pouvons définir les points résultant de la source artificielle fi-
nale X. Ces points doivent être créés de manière à ce que l’extraction des points
d’ancrage [as,i, i ∈ [1, Ncluster ∗ K]] se passe bien et aboutisse à des classes
séparables. Pour ce faire, nous avons choisi de définir des points d’ancrage le
long de dimensions orthogonales entre elles afin que les classes soient facilement
séparables. La façon la plus simple est de considérer que chaque classe a sa
composante principale le long d’une dimension de l’espace des sources artifi-
cielles. Cet espace ayant déjà K dimensions, il est possible de définir les points
d’ancrage comme suit

∀j ∈ [1, Ncluster],∀k ∈ [1,K],

xj+(k−1)∗Ncluster
= xk +

(
2(j − 1)− (Ncluster − 1)

Ncluster − 1

)
êk
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avec xk étant le centre de la classe k définie précédemment et êk étant le vec-
teur unitaire le long de la kth dimension. Cette définition crée des points qui
sont uniformément distribués entre xk − êk et xk + êk, mais d’autres types de
distributions pourraient être utilisés, comme la distribution normale. Cette dé-
finition aboutit à une source artificielle de forme (Ncluster ∗ K,K) où chaque
point de X correspond à une ancre et leur moyenne se situe au centre xk de
chaque classe k ∈ [1,K] qui peut donc être extraite au cours de l’ajustement de
la méthode TSA. Cette définition mathématique possède de nombreuses pro-
priétés intéressantes, mais ne comporte que K dimensions, ce qui peut s’avérer
trop faible pour obtenir de bons résultats dans la classification en ICO, et encore
plus lorsque l’on utilise des modèles d’apprentissage profond qui tireront parti
de données contenant des informations hautement dimensionnelles. Une façon
simple de traiter ce problème est d’ajouter des dimensions de zéros après les K
dimensions obligatoires de X. Bien que cela ajoute un déficience de rang dans la
matrice des produits croisés K et n’augmente pas l’information présente dedans,
cela permet aux données alignées de se situer dans un espace de dimension su-
périeure où ils peuvent garder une plus grande partie de leur information propre
lorsqu’elles sont elles-mêmes de grande dimension. Dans cette étude, nous avons
ajouté des dimensions afin de nous situer dans un espace de 1000 dimensions, ce
qui est déjà un nombre élevé étant donné que nous extrayons des données avec
99,9% de la variance pendant la partie rotation, comme expliqué précédemment,
ce qui se traduit généralement par un faible nombre de dimensions.

3.3 Résultats intra- et inter-configurations de la
source arbitraire

La source arbitraire a été testée sur 20 ensembles de données divisés en
3 paradigmes étant MI, ERP et SSVEP. Pour ce faire, nous avons utilisé les
paradigmes extraits de la bibliothèque Python MOABB ([43]). Étant donné qu’il
s’agit d’alignements inter-configurations, nous exigions que tous les ensembles
de données soient comparables et donc possèdent les mêmes classes. Pour le
paradigme ERP, les choses sont simples car nous n’avions que des bases d’ERP
en P300 où les ERP peuvent généralement être comparés d’un ensemble de
données à l’autre. De cette manière, il est possible de prendre presque tous les
ensembles de données ERP disponibles sur MOABB, ce qui donne 10 ensembles
de données ERP qui sont les suivants

— 003-2015 ([38]),
— 008-2014 ([69]),
— 009-2014 ([4]),
— Brain Invaders 2012 ([82]),
— Brain Invaders 2013a ([81]),
— Brain Invaders 2014a ([50]),
— Brain Invaders 2014b ([51]),
— Brain Invaders 2015a ([48]),
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— Brain Invaders 2015b ([49]),
— EPFL P300 dataset ([39]).
Cependant, dans le cas du paradigme MI les classes peuvent être assez di-

verses. Nous avons choisi le paradigme "main gauche vs main droite", ce qui
nous donne 5 ensembles de données, à savoir

— 001-2014 ([79]),
— Cho2017 ([22]),
— Schirrmeister2017 ([75]),
— Weibo 2014 ([99]),
— Zhou 2016 ([104]).
En ce qui concerne le paradigme SSVEP, nous avons choisi de comparer des

états stables avec des fréquences proches d’une configuration à l’autre, ce qui
donne 5 ensembles de données où les fréquences étaient aussi comparables que
possible :

— Lee2019_SSVEP ([55]) avec les fréquences 8.57Hz et 12.00Hz,
— SSVEP Exoskeleton ([44]) avec les fréquences 13.00Hz et 17.00Hz car il

n’y avait pas de fréquences inférieures,
— SSVEP MAMEM3 ([64]) avec les fréquences 8.57Hz et 12.00Hz,
— SSVEP Nakanishi ([62]) avec des fréquences de 9,25Hz et 11,25Hz,
— SSVEP Wang ([87]) avec les fréquences 8.60Hz et 12.00Hz.
Dans cette étude, pour le sujet cible, nous ne faisons pas de différence entre

les données d’entraînement et les données d’alignement car ces données seront
utilisées pour l’alignement ou l’entraînement indépendamment (apprentissage
par transfert vs train-test). À des fins d’analyse, nous aurions pu choisir de
diviser les données d’entraînement et de test avec 50% des essais dans chaque
cas, mais étant donné que l’intérêt principal de l’apprentissage par transfert
en ICO est de pouvoir obtenir un modèle fonctionnel avec seulement quelques
essais disponibles, nous avons ajouté également des configurations de division
entraînement-test qui étaient différentes. Nous avons choisi au total trois confi-
gurations différentes pour le sujet cible. Il s’agit des suivantes :

— Fractionnement minimal entraînement-test où nous considérons le nombre
minimum d’essais pour calculer correctement la TSA. Si les étiquettes
sont distribuées uniformément entre les classes, nous avons besoin de
Ncluster essais pour chaque classe, ce qui signifie que nous avons besoin
d’un total de 5 ∗ 2 = 10 essais pour extraire correctement les caractéris-
tiques nécessaires expliquées dans la partie sur la méthode. C’est le cas
pour les paradigmes MI et SSVEP, car les étiquettes des classes sont bien
équilibrées. Dans le cas de l’ERP, les étiquettes ne sont généralement pas
équilibrées entre la cible et la non cible. Par conséquent, pour conser-
ver cette diversité dans les informations extraites, nous devons modifier
le nombre d’essais pris dans l’ensemble d’entraînement. Pour l’ERP, en
général, le nombre d’étiquettes non ciblées est toujours un multiple du
nombre d’étiquettes ciblées. Par conséquent, comme nous avons besoin
d’au moins 5 essais cibles, avec NT le nombre d’essais cibles et NN le
nombre d’essais non cibles, nous avons besoin d’un total de (NN

NT
+ 1) ∗ 5

d’essais. Dans le cas habituel des épeleurs P300 où il y a 5 fois plus d’es-
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sais non cibles que d’essais cibles, cela donne (5 + 1) ∗ 5 = 30 essais pour
un entraînement minimal, ce qui correspond à 2,5 lettres orthographiées,
ce qui ne prend pas beaucoup de temps.

— Fractionnement moyen entraînement-test où nous prenons 4 fois plus
d’essais par rapport à la répartition minimale afin d’avoir une bonne idée
de ce que la méthode peut faire avec un nombre raisonnable d’essais.
Dans le cas de SSVEP, pour la plupart des ensembles de données, le
nombre total d’essais est assez faible et il est donc généralement impos-
sible d’obtenir autant d’essais et d’avoir des essais de test. C’est pourquoi
cette répartition n’a pas été calculée dans le cas de ce paradigme.

— Fractionnement classique 50/50 entraînement-test, comme dans de nom-
breux documents de recherche, ce qui permet de comparer les résultats
obtenus par notre méthode à ceux obtenus par d’autres méthodes.

Considérons le sujet cible T sur lequel nous voulons tester les méthodes. Si
l’ensemble de données cible est identique à l’ensemble de données source, nous
retirons T des sujets source. Par ailleurs il est important de noter que dans
l’ensemble de l’étude, le terme "précision" fera toujours référence à la précision
équilibrée, sauf indication contraire. Nous avons choisi de comparer 3 méthodes
différentes et ce, à la fois pour le TL inter-sujets et le TL inter-configurations,
ces méthodes sont les suivantes

— Nous alignons tous les sujets sources sur le sujet présentant la meilleure
précision entre l’entraînement et le test, que nous appellerons S, à partir
de l’ensemble de données sources et nous entraînons le classificateur sur
l’ensemble de données alignées. Nous calculons ensuite l’alignement du
sujet cible T sur le sujet S en utilisant uniquement les données d’en-
traînement. Enfin, nous alignons les données de test sur l’alignement
précédemment calculé et nous testons le classificateur sur ces données.
Cette méthode est essentiellement la méthode TSA, mais elle crée un
grand ensemble de données avec l’ensemble du jeu de données au lieu de
l’alignement un sur un entre S et T décrit dans les travaux précédents.
Cette méthode est désignée par "TSA" sur les figures.

— La deuxième méthode est proche de la première, mais cette fois S est la
source arbitraire décrite précédemment. Tous les autres éléments restent
inchangés. Cette méthode est désignée par "Arb source" sur les figures.

— La dernière méthode est un simple train-test qui utilise les données d’en-
traînement de T pour former un classificateur qui sera ensuite testé sur
les données de test. Cette méthode est désignée par "Train-test" sur les
figures.

Nous avons résumé les résultats sous forme de diagrammes à barres compa-
rant la précision équilibrée obtenue pour chaque méthode et chaque répartition
formation-test.

3.3.1 Résultats intra-configuration
Pour l’apprentissage par transfert intra-configuration, les diagrammes à barres

montrent la précision équilibrée moyennée sur les sujets pour chaque ensemble de

90



données ainsi que la précision équilibrée ensuite moyennée sur les ensembles de
données pour respectivement "TSA", "Arb source" et "Train-test". Pour le pa-
radigme P300 présenté en figure 3.1, nous observons que dans la configuration de
fractionnement minimal, "TSA" et "Arb source" obtiennent de bien meilleures
performances que le "Train-test" avec une différence de 8% en termes de préci-
sion (TSA : 59.00±0.86%, Arb source : 58.98±0.87%, Train-test : 51.18±0.22%).
Cette différence de performance diminue au fur et à mesure que le nombre d’es-
sais d’entraînement augmente, avec une différence de 5% (TSA : 69, 87±1, 64%,
Arb source : 69, 32 ± 1, 67%, train-test : 64, 11 ± 1, 43% ) dans la configura-
tion moyenne pour finalement atteindre une différence non significative dans
la configuration 50/50, avec une précision équilibrée d’environ 77,5% (TSA :
77.91 ± 1.37%, Arb source : 77.58 ± 1.46%, Train-test : 77.56 ± 1.42%). Cela
montre que pour le paradigme P300, les méthodes d’apprentissage par trans-
fert présentée dans cette étude s’avèrent extrêmement utiles pour un étalonnage
rapide avec quelques essais.

Pour le paradigme d’imagerie motrice présenté en figure 3.2, les résultats
sont assez différents. Aucune précision équilibrée significative n’est enregistrée
pour les trois conditions de fractionnement différentes. Cela donne en moyenne :

— TSA : 65.32±3.28%, Arb source : 64.02±3.10%, Train-test : 65.97±3.28%
avec fractionnement minimal,

— TSA : 71.99±3.20%, Arb source : 70.45±3.32%, Train-test : 72.71±3.38%
avec fractionnement moyen,

— TSA : 74.39±3.19%, Arb source : 73.34±3.36%, Train-test : 75.96±3.65%
avec fractionnement 50/50.

Ces résultats sont conformes à ceux obtenus dans [15] où le paradigme de
l’imagerie motrice ne montre pas d’augmentation significative de la précision
par rapport au train-test et étendent ces résultats à l’utilisation de la source
arbitraire sans aucun changement significatif par rapport à TSA.

Dans le même ordre d’idées, pour le paradigme SSVEP présenté en figure
3.3, tant pour la configuration minimale que pour la configuration 50/50 (la
configuration moyenne a été exclue comme expliqué précédemment), les résultats
continuent de s’aligner sur les travaux précédents et ne montrent pas non plus de
perte significative d’informations en utilisant la méthode de la source arbitraire.

Tous ces résultats montrent qu’il est tout à fait possible d’utiliser une source
arbitraire bien définie mathématiquement afin d’aligner des données sur d’autres
ayant préalablement entraîné un modèle et d’obtenir de très bons résultats,
parfois même meilleurs que la méthode de train-test, typiquement pour l’ICO
P300. Cependant, les résultats ne se limitent pas au TL intra-configuration.
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(a) avec fractionnement minimal

(b) avec fractionnement moyen

(c) avec fractionnement 50/50

Figure 3.1 – Précision équilibrée intra-configuration pour le paradigme P300
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(a) avec fractionnement minimal

(b) avec fractionnement moyen

(c) avec fractionnement 50/50

Figure 3.2 – Précision équilibrée intra-configuration pour le paradigme MI.
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(a) avec fractionnement minimal

(c) avec fractionnement 50/50

Figure 3.3 – Précision équilibrée intra-configuration pour le paradigme SSVEP.

3.3.2 Résultats inter-configurations
La présente méthodologie, bien que particulièrement pertinente dans le contexte

de l’apprentissage par transfert intra-configuration, possède une applicabilité
plus large. Plus précisément, l’objectif premier de la méthode des sources arbi-
traires est de fournir un moyen efficace d’aligner les données obtenues à partir
de dispositifs expérimentaux disparates. À cet égard, le processus d’alignement
des données décrit précédemment a été appliqué à des données provenant d’en-
sembles de données distincts. Les données résultantes ont ensuite été formatées
d’une manière équivalente à celle employée dans l’analyse de l’apprentissage par
transfert intra-configuration, générant trois ensembles de diagrammes à barres
correspondant aux trois configurations uniques de fractionnement des données
pour chacune des bases utilisées comme cible. Il convient de noter que comme
l’ensemble de données cible ne pouvait pas servir d’ensemble de données source
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Figure 3.4 – Précision équilibrée inter-configurations pour la base de donnée
003-2015 avec un fractionnement 50/50. L’abscisse correspond aux bases de
données source ainsi que "Average" pour la moyenne de toutes les bases sources
et "Intra-dataset" pour les résultats intra-configuration présentés plus tôt et
permettant la comparaison directe.

dans le contexte de l’analyse inter-configurations, les précisions équilibrées intra-
configuration calculées précédemment ont été incluses comme moyen de com-
paraison avec les résultats croisés. Au total, 60 diagrammes à barres ont été
générés, mais pour des raisons évidentes la très large majorité de ces données
seront présentées en Annexe et seule une petite partie sera directement présentée
ici. L’analyse globale est cependant réalisée sur la totalité des bases.

Après analyse de la grande quantité de données générées, une tendance claire
s’est dégagée, indiquant un faible niveau de dépendance à l’égard de l’ensemble
de données source utilisé. Les figures 3.4, 3.5 et 3.6 en donnent un bon exemple.
En effet on remarque que pour la même cible (par exemple la base 003-2015), les
précisions équilibrées sont très peu variable étant donnée l’ensemble de données
source. Cette observation se vérifie par le fait que la moyenne globale inter-
configurations possède une très faible erreurs standard pour TSA et la source
arbitraire. Pour information, comme la partie train-test est toujours la même
et indépendant de la source, l’erreur type de la moyenne est nulle. Il est impor-
tant de noter que les barres "Average" et les erreurs standard correspondantes
n’ont pas pour but de donner une signification statistique et sont utilisées pour
quantifier la variabilité des résultats du inter-configurations.

Les résultats présentés ici s’appuient sur ceux détaillés dans [15], qui ont
démontré que l’ensemble de données source utilisé avait un impact minimal
sur la précision finale de l’ensemble de données cible dans le contexte de la
définition arbitraire de la source et de l’apprentissage par transfert entre en-
sembles. Cependant, bien que la dépendance observée soit globalement faible,
plusieurs tendances notables ont été identifiées. Notamment, l’ensemble de don-

95



Figure 3.5 – Précision équilibrée inter-configurations pour la base de donnée
001-2014 avec un fractionnement 50/50. Les résultats sont présentées comme en
figure 3.4.

Figure 3.6 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP Exoskeleton avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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nées Brain Invaders 2014a (bi2014a) a systématiquement servi de source légè-
rement supérieure par rapport aux autres ensembles de données, tandis que
l’ensemble de données Brain Invaders 2014b (bi2014b) a systématiquement été
identifié comme une source sous-optimale. Ces tendances sont particulièrement
intéressantes étant donné que la précision équilibrée de ces ensembles de don-
nées était comparable dans la configuration de partage 50/50 dans l’analyse
d’apprentissage par transfert intra-configuration, et que bi2014b a démontré
une meilleure précision moyenne que bi2014a dans la configuration de partage
moyen. Ces résultats suggèrent que la précision d’un ensemble de données ne
dicte pas nécessairement son efficacité en tant qu’outil d’entraînement pour un
modèle donné. En outre, ces tendances étaient également évidentes lorsque l’on
compare l’apprentissage par transfert inter-configurations et intra-configuration,
produisant des résultats parfois contre-intuitifs, comme dans le cas de bi2014b,
où même lors de l’analyse d’un sujet cible de cet ensemble de données, les autres
ensembles de données ont constamment surpassé l’apprentissage par transfert
intra-configuration, en dépit de leur composition commune. Cette observation
est étayée par les données présentées en figure 3.7, où les barres associées aux
autres ensembles de données sont nettement plus élevées que celles associées à
l’apprentissage par transfert "Intra-dataset". Numériquement, cela donne une
différence de précision équilibrée d’environ 4% pour la configuration minimale,
d’environ 2% pour la configuration moyenne et de plus de 3% pour la configura-
tion 50/50, comme le montre le tableau 3.1. Cela pourrait s’interpréter comme
le fait que la base de données bi2014b est une source de mauvaise qualité, au
point que même pour les sujet de sa propre base, apprendre sur les sujet d’une
autre base est plus efficace que sur celle-ci. Il reste pourtant notable que la base
de donnée en elle-même possède une précision en train-test très correcte, allant
dans le sens de la théorie selon laquelle le fait d’être une mauvaise source est
liée à d’autres paramètres.
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(a) avec fractionnement minimal

(b) avec fractionnement moyen

(c) avec fractionnement 50/50

Figure 3.7 – Précision équilibrée inter-configurations pour la base de donnée
bi2014b. Les résultats sont présentées comme en figure 3.4.
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TSA Arb source

Inter-conf minimal 65.92± 0.36% 65.83± 0.37%
Intra minimal 61.99± 1.17% 62.34± 1.25%

Inter-conf moyen 80.72± 0.21% 80.43± 0.21%
Intra moyen 78.02± 2.06% 77.82± 2.15%

Inter-conf 50/50 80.10± 0.28% 79.97± 0.40%
Intra 50/50 76.54± 1.82% 76.23± 1.77%

Table 3.1 – Tableau comparant la précision équilibrée moyenne inter-
configurations et intra-configuration pour la base de données bi2014b.

Dans le cas de bi2014a, qui est généralement une source légèrement meilleure
que les autres, c’est le contraire qui se produit comme on peut l’observer en figure
3.8. En effet, on observe que la moyenne des autres bases va se situer légèrement
en dessous de l’intra-configuration. Ces résultats sembleraient démontrer que
malgré la faible dépendance de la base source dans l’utilisation de cette méthode
d’apprentissage par transfert, il reste tout de même possible de faire varier un
peu les résultats finaux en utilisant des données source possédant de bonnes
propriétés. Il est d’ailleurs très intéressant de noter que "possédant de bonnes
propriétés" ne signifie pas nécessairement avoir une bonne précision équilibrée
en tant que cible ou même simplement en train-test. C’est d’ailleurs le cas
de bi2014a qui possède une précision équilibrée plutôt faible mais qui montre
d’étonnamment bons résultats lorsqu’elle est utilisée en tant que source. Une
étude poussée de ces base pourrait sûrement permettre de déterminer ce qui
fait que bi2014b est une mauvaise source quand à l’inverse bi2014a en est une
bonne. Malheureusement cette étude n’a pas pu être menée au cours de cette
thèse et cette question reste ouverte pour de futures recherches sur le sujet.

Les résultats présentés dans cette étude revêtent une importance considé-
rable, car ils démontrent la faisabilité de l’utilisation d’un modèle entraîné pen-
dant des heures, voire des jours, sur des données antérieures collectées à l’aide
d’une configuration totalement différente, pour l’analyse de nouvelles données à
la suite d’un processus d’alignement rapide, même dans des scénarios avec une
disponibilité limitée des nouvelles données. Il convient de noter qu’un modèle
de régression logistique a été utilisé comme classificateur dans cette étude, étant
donné sa réputation de rapidité d’apprentissage, ce qui en fait un choix appro-
prié pour cette analyse approfondie, qui a été limitée par des considérations de
temps découlant du grand nombre de bases de données soumises au traitement.
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(a) avec fractionnement minimal

(b) avec fractionnement moyen

(c) avec fractionnement 50/50

Figure 3.8 – Précision équilibrée inter-configurations pour la base de donnée
bi2014a. Les résultats sont présentées comme en figure 3.4.

100



3.3.3 Discussion
L’utilisation de sources arbitraires dans le cadre de l’apprentissage par trans-

fert pour les applications d’ICO a démontré une efficacité remarquable, permet-
tant un potentiel changement significatif par rapport à l’approche convention-
nelle du TL en ICO. Le déploiement de sources arbitraires élimine la nécessité
de télécharger de vastes ensembles de données, offrant ainsi une nouvelle pers-
pective intéressante. En effet, les résultats obtenus dans le cadre de cette étude
suggèrent que les futurs modèles de décodeurs en ICO pourraient être construits
avec un modèle pré-entraîné téléchargeable et une source arbitraire, qui peut
être utilisée pour aligner de nouvelles données. Une telle configuration offre une
solution très efficace et rentable pour la mise en œuvre d’applications en ICO
qui s’appuieraient alors sur un apprentissage par transfert très largement fait
hors ligne et potentiellement sur des machines différentes, ou par des groupes
de recherche différents. Ces résultats sont très prometteurs pour l’avancement
du domaine de l’ICO et ouvrent de nouvelles voies pour l’exploration des mé-
thodologies basées sur le TL.

Il convient de noter que, dans le cadre de cette étude, la méthodologie Train-
Test n’a utilisé que les échantillons utilisés pour l’alignement. Par conséquent,
la quantité d’informations pouvant être obtenue par cette approche était intrin-
sèquement limitée par rapport aux techniques d’apprentissage par transfert qui
intègrent à la fois l’alignement et les données sources, constituant généralement
un ensemble de données plus important et plus diversifié malgré les problèmes
d’hétérogénéité potentiels. Il convient toutefois de mentionner qu’étant donné
l’utilisation d’un classifieur par régression logistique dans cette étude, la diversité
d’informations pouvant être extraite des données était très limitée par rapport
aux modèles à forte intensité de calcul tels que les réseaux neuronaux profonds
qui auraient pu être utilisés, car un seul ensemble de données aligné aurait pu
fournir suffisamment de données pour adapter correctement ces modèles.

Finalement, cette étude a également permis de faire ressortir des schémas
intéressants, bien que pas nécessairement nouveaux, sur le fait que les critères
d’utilisation d’une base ou d’un sujet comme source en apprentissage par trans-
fert sont plus complexes que simplement sa précision, que ce soit en train-test
ou même en apprentissage par transfert intra-configuration. Il reste cependant
notable qu’une bonne source a tendance à agir comme une bonne source globa-
lement et non pour des bases spécifique. Il semblerait donc que les critères soient
intrinsèquement liés aux données de la source plus même qu’a sa compatibilité à
la cible. Des recherches plus poussées sont cependant nécessaire pour en trouver
l’origine exacte.
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Chapitre 4

Conclusions et perspectives

Les interfaces cerveau-ordinateurs sont un sujet de recherche qui passionne de
plus en plus la communauté scientifique, que ce soit pour les promesses qu’elles
portent mais également par l’intérêt purement scientifique des défis à relever les
concernant. En ce sens, l’apprentissage par transfert en ICO est un sujet très
vaste et auquel la communauté scientifique commence tout juste à s’intéresser.
Cependant, avec l’abondance de données déjà existantes et à venir, il est évident
que ce sujet de recherche sera aux avant-garde des progrès à venir en ICO.

Au cours de cette thèse plusieurs méthodes ont été développées dans le but
d’améliorer le transfert d’information en inter- et intra-sujets pour les ICOs.
Dans cette conclusion nous allons revenir sur leur apport à la communauté
scientifique et poursuivre sur les ouvertures qu’elles laissent pour des recherches
futures dans le domaine.

4.1 Le TSA et l’apprentissage par transfert
La partie la plus aboutie de cette thèse est sans aucun doute la méthode de

Tangent Space Alignment (TSA) dont la mise en place et l’amélioration continue
ont été décrites lors du Chapitre 2. Cette méthode permet d’aligner les données
d’un sujet à l’autre en minimisant la perte d’information. Elle tire parti des
bonnes propriétés de la géométrie riemannienne pour les ICO tout en ayant la
possibilité de se placer dans le cadre euclidien de l’espace tangent, la rendant
non seulement plus efficace, que ce soit en terme de résultats ou de temps de
calcul, mais également plus facile à comprendre et permettant à ses résultats
d’être analysés plus simplement. L’algorithme qui en découle a pu être testé
de façon exhaustive sur un grand nombre de données et a montré sa capacité à
s’adapter à tous les paradigmes, tout en montrant des résultats particulièrement
bons dans le cadre des ERP en P300.

Cette méthode a de plus la possibilité d’être améliorée de façon simple en
ajoutant de nouveaux points d’ancrage, comme cela a pu être expliqué en détails
en section 2.2. La simplicité de l’ajout de nouveaux vecteurs de caractéristiques
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donne beaucoup de potentiel à la méthode et permet d’en faire un modèle très
attrayant pour quiconque souhaiterait se l’approprier et rendre ce modèle plus
performant. Plusieurs tentatives d’ajout de nouveaux vecteurs de caractéris-
tiques potentiellement intéressants ont pu être essayés au cours de cette thèse
et ont été détaillés dans cette même section 2.2. Ces idées ont également pour
but de donner des pistes menant à l’amélioration du modèle dans les futures
années.

Le TSA a également démontré une dépendance très faible à la source. Ainsi,
même s’il est possible de gagner quelques pourcentages avec des données sources
particulièrement bonnes, les résultats vont très largement dépendre de la qua-
lité des données cibles. Cette indépendance est quelque chose de très intéressant
dans le cadre des ICO où il est souhaitable de dépendre de sa propre configura-
tion et de ses propres données plutôt que de la cohérence entre celles-ci et des
données précédentes parfois anciennes ou peu connues. Retirer de l’équation les
questionnements liés à la source est donc une caractéristique particulièrement
attrayante.

Cependant, bien que cette méthode ait été testée sur un grand nombre de
données, les algorithmes de classification utilisés au cours de cette thèse (SVM,
LR ...) ne tiraient qu’un avantage léger de l’abondance de données avec lesquelles
ils pouvaient être entraînés. Il aurait été très intéressant de pouvoir analyser des
résultats obtenus à l’aide de réseaux de neurones un minimum profonds, mais
avons préféré prendre du temps pour aller vers un autre sujet plutôt que faire
le choix d’apprendre à utiliser des réseaux de neurones pour tester la méthode.
Cela laisse donc le champ libre à toute personne souhaitant reprendre cette
recherche et approfondir ces résultats. Pour cela nous feront en sorte de mettre
la méthode en accès libre et facile d’utilisation 1.

Par ailleurs cette méthode cible un transfert d’informations dans le cadre
d’un nombre potentiellement important de classes or bien que des tests effectués
avec quatre classes semblent montrer qu’elle fonctionne tout aussi bien dans ce
cas, les résultats présentés au cours de cette thèse n’en ont jamais fait part
et se résument à deux classes seulement. Ainsi son efficacité réelle reste à être
démontrée avec plus de deux classes.

4.2 La source arbitraire et le transfert d’informa-
tion entre bases de données hétérogènes

Dans le Chapitre 3 nous nous sommes tournés vers l’étude d’un domaine
peu traité du TL en ICO, à savoir le TL hétérogène inter-configurations et nous
nous somme intéressés plus précisément à l’étude de l’apport d’une source ar-
bitraire mathématique dans ce cadre. Cette source arbitraire mathématique a
été conçue de telle sorte à posséder de bonne propriétés et séparer correctement
les classes des cibles s’alignant dessus. Elle a ainsi montré sa capacité à conser-

1. Et si la méthode n’est pas directement disponible dans des bibliothèques Python dédiés
telles que MOABB ou Pyriemann, le code source sera mis en accès ouvert sur GithHub.
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ver l’information des données cibles et cela en gardant une grande simplicité
mathématique.

Par ailleurs l’apport d’une source arbitraire mathématique permet d’ima-
giner une utilisation des outils de TL avec plus de sens et une compréhension
plus importante des propriétés recherchées pour la source et la cible. En effet,
aujourd’hui l’utilisation d’un sujet source en particulier est orienté par ses ré-
sultats sur des données connues plutôt que par les propriétés que ses données
possèdent, ce qui peut parfois mener à des biais qui ne sont pas souhaitables en
général. Malgré tout, le TL hétérogène appliqué à l’aide de la méthode TSA s’est
également montré très efficace sans source arbitraire mathématique, montrant
que cette méthode arrive à transférer les informations importantes même entre
bases de données hétérogènes.

Cette recherche autour de la source arbitraire n’a pas la présomption de
donner une solution définitive et immuable de la source arbitraire en tant que
telle mais plutôt d’ouvrir une nouvelle porte vers une façon originale de faire du
TL dans le cadre des ICO, en se tournant d’avantage sur la compréhension des
données utilisées et des propriétés que l’on recherche dans ces données. De cette
manière, la proposition analytique de source arbitraire qui a été présentée dans
cette thèse peut sembler simpliste mathématiquement mais se place comme une
base sur laquelle il est possible de construire dans le futur. De plus, bien que
donnant une solution multi-classes de sa forme, l’alignement multi-classe n’a
pas été testé et bien que les résultats à deux classes montrent que cette source
arbitraire possède un potentiel, il n’est pas certain que cela se généralise dans les
futures recherches. Il reste également beaucoup de travail sur l’étude des don-
nées cibles que l’on souhaite aligner. En effet, la source arbitraire actuellement
définie reprend des propriétés connues ou parfois juste souhaitées des données
mais ne tient absolument pas compte des données elles-mêmes. Ainsi il est fort
probable qu’une source mathématiques possédant certaines propriétés addition-
nelles soit parfaite pour aligner des données P300 mais ne se prête absolument
pas à l’alignement de données de MI. Il serait alors passionnant de regarder de
plus près les nuages de points obtenus dans des paradigmes particuliers et tenter
de trouver certaines généralités pour créer de nouvelles sources mathématiques
plus proches des données cibles mais sans tomber dans le piège du surajustement
de la source faisant à terme perdre en généralité.

4.3 Perspectives futures
De cette conclusion ressortent deux grandes perspectives futures liées à l’ap-

port des travaux de cette thèse. Tout d’abord la méthode TSA a montré son
efficacité pour transférer des informations entre la source et la cible mais n’a pas
pu être testée avec des méthodes de classification tirant parti du grand nombre
de données que cette méthode peut permettre d’aligner pour l’apprentissage. Il
serait donc particulièrement intéressant de comparer les résultats obtenus avec
des algorithmes profonds.

Ensuite comme nous avons pu en discuter lors de la conclusion sur la source
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arbitraire, celle-ci a pour but de pouvoir aligner un grand nombre de données
hétérogènes mais également d’ouvrir la porte à une recherche plus exploratoire
sur les propriétés d’une bonne source ou d’une bonne cible, ce qui pourrait per-
mettre d’aller vers une recherche qui se porte sur la qualité des données plutôt
que leur quantité. En effet, aujourd’hui la quantité de données n’est plus un réel
problème et le sera de moins en moins dans le futur notamment grâce à la mise
en place de bibliothèques telles que MOABB, et avec la potentielle ouverture de
ce type de système au grand public, pouvoir juger de la qualité des données et
de leur capacité à servir dans la construction de sources va devenir un enjeu de
taille. En effet, rien qu’en gardant les données en local, pouvoir utiliser du TL
intra-sujet d’une session à l’autre peut permettre une meilleure robustesse des
algorithmes. Par ailleurs l’idée de l’utilisation des données des utilisateurs pour
créer des modèles globaux très robustes deviendrait aussi attrayante pour les
grandes entreprises s’intéressant au sujet, ce qui ajoute une dimension sociétale
sur la préservation des données personnelles à ne pas laisser de coté. Ensuite
la mise en place de source arbitraire lors du TL ouvre la voie à des modèles
d’apprentissage profond entraînés sur des données alignées pendant de longues
heures voire plusieurs jours dont les poids et l’architecture seraient partagés
en ligne ainsi que le modèle mathématique de la source arbitraire ayant servi
à l’alignement des données. Avec ces informations, il devient alors possible de
reprendre le même modèle et d’aligner les données de n’importe quel nouveau
sujet avec n’importe quelle configuration sur la source arbitraire pour utiliser
le modèle profond sans avoir besoin de l’entraîner à nouveau. On pourrait alors
entrevoir une utilisation plus simple et "plug and play" des ICO dont les algo-
rithmes peuvent juger rapidement de la qualité des données et guider l’utilisateur
dans son utilisation de l’outil. Ce type de progrès serait tout particulièrement
souhaitable pour le domaine de la santé dans lequel les ICO commencent à se
généraliser. Réduire la calibration des systèmes pourrait permettre d’améliorer
grandement la qualité de vie des patients prenant part aux essais cliniques et
d’améliorer l’impact bénéfique des ICOs sur leur vie.
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Database 003-2015 (ERP)

Figure A.1 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 003-2015.

Figure A.2 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 003-2015.

Table A.1 – Précision équilibrée ± erreur type, moyennées sur le nombre d’es-
sais d’alignement et les sources pour le train-test, TSA et RPA pour les bons
sujets de la base de données 003-2015.
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Table A.2 – p-value par sujet pour la base de données 003-2015.
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Database 008-2014 (ERP)

Figure A.3 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 008-2014.

Figure A.4 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 008-2014.
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Table A.3 – Précision équilibrée ± erreur type, moyennées sur le nombre d’es-
sais d’alignement et les sources pour le train-test, TSA et RPA pour les bons
sujets de la base de données 008-2014.

Table A.4 – p-value par sujet pour la base de données 008-2014.
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Database 009-2014 (ERP)

Figure A.5 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 009-2014.

Figure A.6 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 009-2014.

112



Table A.5 – Précision équilibrée ± erreur type, moyennées sur le nombre d’es-
sais d’alignement et les sources pour le train-test, TSA et RPA pour les bons
sujets de la base de données 009-2014.

Table A.6 – p-value par sujet pour la base de données 009-2014.
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Database Brain Invaders 2013a (ERP)

Figure A.7 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Brain Invaders 2013a.

Figure A.8 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Brain Invaders 2013a.
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Table A.7 – Précision équilibrée ± erreur type, moyennées sur le nombre d’es-
sais d’alignement et les sources pour le train-test, TSA et RPA pour les bons
sujets de la base de données Brain Invaders 2013a.
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Table A.8 – p-value par sujet pour la base de données Brain Invaders 2013a.
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Database EPFL P300 (ERP)

Figure A.9 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données EPFL P300.

Table A.9 – Précision équilibrée ± erreur type, moyennées sur le nombre d’es-
sais d’alignement et les sources pour le train-test, TSA et RPA pour les bons
sujets de la base de données EPFL P300.
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Table A.10 – p-value par sujet pour la base de données EPFL P300.
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Database 001-2014 (MI)

Figure A.10 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 001-2014.

Figure A.11 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 001-2014.
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Table A.11 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données 001-2014.

Table A.12 – p-value par sujet pour la base de données 001-2014.
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Database 001-2015 (MI)

Figure A.12 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 001-2015.

Figure A.13 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 001-2015.
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Table A.13 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données 001-2015.

Table A.14 – p-value par sujet pour la base de données 001-2015.

122



Database 002-2014 (MI)

Figure A.14 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 002-2014.

Figure A.15 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 002-2014.
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Table A.15 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données 002-2014.
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Table A.16 – p-value par sujet pour la base de données 002-2014.
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Database 004-2014 (MI)

Figure A.16 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données 004-2014.

Figure A.17 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données 004-2014.
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Table A.17 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données 004-2014.

Table A.18 – p-value par sujet pour la base de données 004-2014.
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Database Alexandre Motor Imagery (MI)

Figure A.18 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Alexandre Motor Imagery.

Figure A.19 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Alexandre Motor Imagery.
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Table A.19 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données Alexandre Motor Imagery.

Table A.20 – p-value par sujet pour la base de données Alexandre Motor
Imagery.
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Database Cho2017 (MI)

Figure A.20 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Cho2017.

Figure A.21 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Cho2017.

130



Table A.21 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données Cho2017.
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Table A.22 – p-value par sujet pour la base de données Cho2017.
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Database Grosse-Wentrup 2009 (MI)

Figure A.22 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Grosse-Wentrup 2009.

Figure A.23 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Grosse-Wentrup 2009.
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Table A.23 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données Grosse-Wentrup 2009.

Table A.24 – p-value par sujet pour la base de données Grosse-Wentrup 2009.
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Database Physionet Motor Imagery (MI)

Figure A.24 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Physionet Motor Imagery.

Figure A.25 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Physionet Motor Imagery.
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Table A.25 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données Physionet Motor Imagery.
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Table A.26 – p-value par sujet pour la base de données Physionet Motor
Imagery.
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Database Weibo 2014 (MI)

Figure A.26 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Weibo 2014.

Figure A.27 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Weibo 2014.
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Table A.27 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données Weibo 2014.

Table A.28 – p-value par sujet pour la base de données Weibo 2014.
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Database Zhou 2016 (MI)

Figure A.28 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données Zhou 2016.

Figure A.29 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données Zhou 2016.
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Table A.29 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données Zhou 2016.

Table A.30 – p-value par sujet pour la base de données Zhou 2016.
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Database SSVEP Exoskeleton (SSVEP)

Figure A.30 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données SSVEP Exoskeleton.

Figure A.31 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données SSVEP Exoskeleton.
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Table A.31 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données SSVEP Exoskeleton.

Table A.32 – p-value par sujet pour la base de données SSVEP Exoskeleton.
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Database SSVEP Nakanishi (SSVEP)

Figure A.32 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données SSVEP Nakanishi.

Figure A.33 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données SSVEP Nakanishi.
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Table A.33 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données SSVEP Nakanishi.

Table A.34 – p-value par sujet pour la base de données SSVEP Nakanishi.
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Database SSVEP Wang (SSVEP)

Figure A.34 – Précision en fonction du nombre d’essais d’alignement pour les
méthodes TSA et RPA pour la base de données SSVEP Wang.

Figure A.35 – Diagrammes de sériation représentatifs pour les méthodes TSA
(à gauche) et RPA (à droite) pour la base de données SSVEP Wang.
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Table A.35 – Précision équilibrée ± erreur type, moyennées sur le nombre
d’essais d’alignement et les sources pour le train-test, TSA et RPA pour les
bons sujets de la base de données SSVEP Wang.

Table A.36 – p-value par sujet pour la base de données SSVEP Wang.
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A.2 Résultats détaillés du Chapitre 3
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Base de données 003-2015 (ERP)

Figure A.36 – Précision équilibrée inter-configurations pour la base de donnée
003-2015 avec un fractionnement minimal. Les résultats sont présentées comme
en figure 3.4.

Figure A.37 – Précision équilibrée inter-configurations pour la base de donnée
003-2015 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.38 – Précision équilibrée inter-configurations pour la base de donnée
003-2015 avec un fractionnement 50/50. Les résultats sont présentées comme en
figure 3.4.
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Base de données 008-2014 (ERP)

Figure A.39 – Précision équilibrée inter-configurations pour la base de donnée
008-2014 avec un fractionnement minimal. Les résultats sont présentées comme
en figure 3.4.

Figure A.40 – Précision équilibrée inter-configurations pour la base de donnée
008-2014 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.41 – Précision équilibrée inter-configurations pour la base de donnée
008-2014 avec un fractionnement 50/50. Les résultats sont présentées comme en
figure 3.4.
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Base de données 009-2014 (ERP)

Figure A.42 – Précision équilibrée inter-configurations pour la base de donnée
009-2014 avec un fractionnement minimal. Les résultats sont présentées comme
en figure 3.4.

Figure A.43 – Précision équilibrée inter-configurations pour la base de donnée
009-2014 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.44 – Précision équilibrée inter-configurations pour la base de donnée
009-2014 avec un fractionnement 50/50. Les résultats sont présentées comme en
figure 3.4.
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Base de données Brain Invaders 2012 (ERP)

Figure A.45 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2012 avec un fractionnement minimal. Les résultats sont présen-
tées comme en figure 3.4.

Figure A.46 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2012 avec un fractionnement moyen. Les résultats sont présentées
comme en figure 3.4.
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Figure A.47 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2012 avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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Base de données Brain Invaders 2013a (ERP)

Figure A.48 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2013a avec un fractionnement minimal. Les résultats sont pré-
sentées comme en figure 3.4.

Figure A.49 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2013a avec un fractionnement moyen. Les résultats sont présen-
tées comme en figure 3.4.
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Figure A.50 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2013a avec un fractionnement 50/50. Les résultats sont présen-
tées comme en figure 3.4.
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Base de données Brain Invaders 2014a (ERP)

Figure A.51 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2014a avec un fractionnement minimal. Les résultats sont pré-
sentées comme en figure 3.4.

Figure A.52 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2014a avec un fractionnement moyen. Les résultats sont présen-
tées comme en figure 3.4.
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Figure A.53 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2014a avec un fractionnement 50/50. Les résultats sont présen-
tées comme en figure 3.4.
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Base de données Brain Invaders 2014b (ERP)

Figure A.54 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2014b avec un fractionnement minimal. Les résultats sont pré-
sentées comme en figure 3.4.

Figure A.55 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2014b avec un fractionnement moyen. Les résultats sont présen-
tées comme en figure 3.4.
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Figure A.56 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2014b avec un fractionnement 50/50. Les résultats sont présen-
tées comme en figure 3.4.
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Base de données Brain Invaders 2015a (ERP)

Figure A.57 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2015a avec un fractionnement minimal. Les résultats sont pré-
sentées comme en figure 3.4.

Figure A.58 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2015a avec un fractionnement moyen. Les résultats sont présen-
tées comme en figure 3.4.
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Figure A.59 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2015a avec un fractionnement 50/50. Les résultats sont présen-
tées comme en figure 3.4.
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Base de données Brain Invaders 2015b (ERP)

Figure A.60 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2015b avec un fractionnement minimal. Les résultats sont pré-
sentées comme en figure 3.4.

Figure A.61 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2015b avec un fractionnement moyen. Les résultats sont présen-
tées comme en figure 3.4.
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Figure A.62 – Précision équilibrée inter-configurations pour la base de donnée
Brain Invaders 2015b avec un fractionnement 50/50. Les résultats sont présen-
tées comme en figure 3.4.
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Base de données EPFL P300 dataset (ERP)

Figure A.63 – Précision équilibrée inter-configurations pour la base de donnée
EPFL P300 dataset avec un fractionnement minimal. Les résultats sont présen-
tées comme en figure 3.4.

Figure A.64 – Précision équilibrée inter-configurations pour la base de donnée
EPFL P300 dataset avec un fractionnement moyen. Les résultats sont présentées
comme en figure 3.4.

167



Figure A.65 – Précision équilibrée inter-configurations pour la base de donnée
EPFL P300 dataset avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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Base de données 001-2014 (MI)

Figure A.66 – Précision équilibrée inter-configurations pour la base de donnée
001-2014 avec un fractionnement minimal. Les résultats sont présentées comme
en figure 3.4.

Figure A.67 – Précision équilibrée inter-configurations pour la base de donnée
001-2014 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.68 – Précision équilibrée inter-configurations pour la base de donnée
001-2014 avec un fractionnement 50/50. Les résultats sont présentées comme en
figure 3.4.
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Base de données Cho2017 (MI)

Figure A.69 – Précision équilibrée inter-configurations pour la base de donnée
Cho2017 avec un fractionnement minimal. Les résultats sont présentées comme
en figure 3.4.

Figure A.70 – Précision équilibrée inter-configurations pour la base de donnée
Cho2017 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.71 – Précision équilibrée inter-configurations pour la base de donnée
Cho2017 avec un fractionnement 50/50. Les résultats sont présentées comme en
figure 3.4.
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Base de données Schirrmeister2017 (MI)

Figure A.72 – Précision équilibrée inter-configurations pour la base de donnée
Schirrmeister2017 avec un fractionnement minimal. Les résultats sont présentées
comme en figure 3.4.

Figure A.73 – Précision équilibrée inter-configurations pour la base de donnée
Schirrmeister2017 avec un fractionnement moyen. Les résultats sont présentées
comme en figure 3.4.
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Figure A.74 – Précision équilibrée inter-configurations pour la base de donnée
Schirrmeister2017 avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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Base de données Weibo 2014 (MI)

Figure A.75 – Précision équilibrée inter-configurations pour la base de don-
née Weibo 2014 avec un fractionnement minimal. Les résultats sont présentées
comme en figure 3.4.

Figure A.76 – Précision équilibrée inter-configurations pour la base de donnée
Weibo 2014 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.77 – Précision équilibrée inter-configurations pour la base de donnée
Weibo 2014 avec un fractionnement 50/50. Les résultats sont présentées comme
en figure 3.4.
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Base de données Zhou 2016 (MI)

Figure A.78 – Précision équilibrée inter-configurations pour la base de donnée
Zhou 2016 avec un fractionnement minimal. Les résultats sont présentées comme
en figure 3.4.

Figure A.79 – Précision équilibrée inter-configurations pour la base de donnée
Zhou 2016 avec un fractionnement moyen. Les résultats sont présentées comme
en figure 3.4.
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Figure A.80 – Précision équilibrée inter-configurations pour la base de donnée
Zhou 2016 avec un fractionnement 50/50. Les résultats sont présentées comme
en figure 3.4.
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Base de données Lee2019_SSVEP (SSVEP)

Figure A.81 – Précision équilibrée inter-configurations pour la base de donnée
Lee2019_SSVEP avec un fractionnement minimal. Les résultats sont présentées
comme en figure 3.4.

Figure A.82 – Précision équilibrée inter-configurations pour la base de donnée
Lee2019_SSVEP avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.

179



Base de données SSVEP Exoskeleton (SSVEP)

Figure A.83 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP Exoskeleton avec un fractionnement minimal. Les résultats sont présen-
tées comme en figure 3.4.

Figure A.84 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP Exoskeleton avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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Base de données SSVEP MAMEM3 (SSVEP)

Figure A.85 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP MAMEM3 avec un fractionnement minimal. Les résultats sont présen-
tées comme en figure 3.4.

Figure A.86 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP MAMEM3 avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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Base de données SSVEP Nakanishi (SSVEP)

Figure A.87 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP Nakanishi avec un fractionnement minimal. Les résultats sont présentées
comme en figure 3.4.

Figure A.88 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP Nakanishi avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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Base de données SSVEP Wang (SSVEP)

Figure A.89 – Précision équilibrée inter-configurations pour la base de donnée
SSVEP Wang avec un fractionnement minimal. Les résultats sont présentées
comme en figure 3.4.

Figure A.90 – Précision équilibrée inter-configurations pour la base de don-
née SSVEP Wang avec un fractionnement 50/50. Les résultats sont présentées
comme en figure 3.4.
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