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Chapitre 1

Introduction générale

1.1 Le contexte maritime : une zone de tous les dangers

La mer représente 75% de la surface du globe terrestre avec une super�cie de361; 3 millions
de km2. Elle a longtemps été un espace de liberté et d'anonymat pour les marins, mais aussi
un espace de risques et un vecteur de menaces pour la terre. L'activité maritime est l'un des
facteurs essentiels du développement économique : 90% des échanges internationaux avec 80
% du transport d'énergie se font par voie maritime selon la conférence des Nations Unies
sur le commerce et le développement (CNUCED 2009). D'ici 2021, l'Agence Internationale
de L'Énergie prévoit une augmentation de 50 % de la demande européenne de gaz ce qui
entraînera à terme une hausse signi�cative du tra�c maritime. Outre l'aspect lié au transport,
les activités économiques tel que l'urbanisation des espaces côtiers, le tourisme, la plaisance,
etc... ont également connu un fort accroissement ces dernières années.

C'est donc un enjeu crucial de garantir la sécurité et la sûreté a�n de garder le contrôle
de toutes les activités liées au contexte maritime. Bien que ces deux termes paraissent à
première vue identiques en leur sens, ils ont pourtant un objectif bien di�érent dans le contexte
maritime. Ce paradoxe linguistique vient principalement de la traduction anglaise de sûreté
maritime qui se traduit par maritime security alors que la sécurité maritime se traduit par
maritime safety. Ces deux notions, bien que distinctes, peuvent néanmoins s'appuyer sur un
objectif commun qui est : "d'assurer la protection de la vie humaine en mer, des navires et
des marchandises qui y circulent et l'environnement marin en général" 1. En dépit de l'objectif
que ces deux termes partagent, les champs d'application restent quant à eux bien di�érents.
La sécurité maritime est relative aux "dysfonctionnements techniques sans causes anthropiques
volontaires" 2. Plus formellement, la sécurité maritime vise les risques, quel que soit leur nature
(technologique ou naturel). La sûreté maritime se concentre elle sur la prévention des actes
criminels (terrorisme, piraterie, tra�c de stupé�ants, clandestins, entre autres) susceptibles
de nuire outre au bon fonctionnement de la chaîne logistique maritime, à la sécurité des
personnes et des biens. Le concept de sûreté maritime est assez récent en comparaison de
son utilisation dans le domaine aérien. Celui-ci n'est apparu qu'à partir des attentats du11
septembre2001aux États-Unis avec une prise de conscience de la vulnérabilité potentielle du
système de transport maritime en ce qui concerne les attaques terroristes.

1. H. BOISSON, � La sûreté des navires et la prévention des actes de terrorisme dans le domaine maritime
�, Le DMF, n ° 640, Spécial saisie, Septembre 2003, p.723.

2. https ://www.lantenne.com
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4 Introduction

L'objectif de la surveillance maritime est de comprendre, prévenir quand cela est possible
et gérer de façon compréhensible tous les événements et actions qui ont lieu sur le domaine
maritime et qui pourraient avoir un impact sur la sécurité et la sûreté des biens et des
personnes, sur l'application de la loi en mer, la défense, le contrôle des frontières, la protection
de l'environnement marin, le contrôle des pêches ainsi que les intérêts économiques des états.
La gestion du tra�c commercial à la lutte contre la piraterie, en passant par le sauvetage en
mer, le contre-terrorisme, la protection des infrastructures portuaires et les sports nautiques
sont autant de domaines en perpétuelle évolution et par conséquent, en demande de nouveaux
systèmes ou d'amélioration de ceux déjà existants.

Dans la suite de ce chapitre, une présentation des di�érents moyens mis en place a�n
d'assurer la sécurité et la sûreté dans un contexte maritime est faite.
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1.2 Sécurité et sûreté maritime : les moyens mis en
÷uvre

La surveillance maritime a toujours été une ambition entravée par des limitations techniques,
ce qui ne permettait pas de faire face à l'immensité des zones à couvrir. L'augmentation du
tra�c maritime mondial due à l'économie globalisée, la complexité des aspects juridiques
(eaux internationales,ZEE, ...) et le nombre élevé de domaines d'activités liées à la mer
rend la tâche de surveillance très complexe et nécessite des réponses adaptées aux besoins
spéci�ques. Aujourd'hui, les limites techniques sont surmontées et cela permet de mettre
en place des nouvelles stratégies. Plus d'une quarantaine de projets liés à la sécurité et la
sûreté maritimes et portés par le Pôle Mer Méditerranée ont vu le jour à partir des années
2000.DRORAS (DROne RApide de Surface),SECMAR (Systèmes de sécurité des biens,
des personnes et des installations présents dans une zone maritime sensible),SECULMER
(Système pour localiser un être humain ou un objet en situation de danger en mer),DIAMANT
(Détection Image Adaptée aux Menaces Asymétriques Navales et Terrestres), pour n'en citer
que quelques uns, sont autant de projets visant à améliorer ou à développer de nouvelles
approches algorithmiques, matériels ou logiciels.

Selon l'objectif �nal à atteindre ainsi que la localisation de l'espace à surveiller, di�érents
systèmes de surveillance peuvent être mis en place. Le choix du contenu des systèmes dépend
entièrement de la nature du risque et du contexte dans lequel le système se trouve. En règle
générale, un système de surveillance maritime automatique, ou plus communément appelé
plateforme de surveillance, est composé de deux parties (cf. Fig. 1.1) :

� Matériel : cette partie est composée de capteurs dont le rôle est d'obtenir des informations
brutes sur la scène observée. La source d'informations est généralement une onde
électromagnétique, utilisée dans di�érentes bandes du spectre selon le type de senseur.

� Logiciel : c'est la partie intelligente du système. Elle est composée d'algorithmes dont le
rôle est d'extraire des informations utiles et interprétables par un humain à partir des
données obtenues par les di�érents capteurs

Comme dit précédemment, le contexte de surveillance dans lequel on se situe peut nécessiter
l'utilisation d'une, ou plusieurs plateformes de surveillance positionnées à di�érents endroits
stratégiques :

1. sur la frange côtière pour la surveillance du tra�c, la protection de sites sensibles (bases
navales militaires), les sports nautiques

2. à bord d'un navire pour l'évitement de collisions, la lutte contre la piraterie

3. aéroportée pour la surveillance d'embarcations suspectes, la lutte contre la piraterie, les
sports nautiques

4. à bord d'un satellite pour la surveillance du tra�c, la protection de sites sensibles (bases
navales militaires), la lutte contre la piraterie, la protection de l'environnement marin.

La nature, la dynamique, la taille ou la distance des menaces sont autant de paramètres à
inclure dans la ré�exion du choix du ou des capteurs ainsi que de leurs caractéristiques. Dans
la suite, nous présentons les di�érents capteurs et systèmes utilisés dans ce contexte.
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Figure 1.1 � Schéma illustratif d'une plateforme de surveillance maritime

1.2.0.1 Radar de navigation

Le radar de navigation est connu pour être le premier outil de télémesure automatique
embarquée, son besoin se fît sentir notamment suite au naufrage du Titanic, en1912, qui
percuta un iceberg à cause d'une erreur humaine. On doit son invention grâce aux travaux
de deux grands scienti�ques : James Clerk Maxwell et Heinrich Rudolf Hertz. C'est encore
actuellement le capteur de référence en matière de surveillance maritime. Il équipe la majorité
des embarcations de taille moyenne à très grande (vedettes, tankers, bateaux de croisière,
...) mais également les systèmes de surveillance à terre et permet notamment d'éviter les
collisions ou de gérer le tra�c maritime. Malgré sa popularité dans le domaine de la surveillance
maritime, le radar présente quelques limitations :

1. c'est un capteur actif qui est donc soumis à des mesures très strictes en termes de
sécurité d'émissions d'ondes, notamment lorsqu'il est installé dans des zones côtières

2. bien que de nombreux radars de surface ont vu le jour ces dernière années, ils présentent
des di�cultés de détection pour les petites embarcations (types jet-skis, zodiac, canoë).
En e�et, les retours radar sont très souvent noyés dans ceux des crêtes de vagues et la
surface équivalente radar (propriété physique inhérente des objets indiquant l'importance
relative de la surface de ré�exion d'un faisceau électromagnétique qu'ils provoquent) est
très faible du fait de leurs petites tailles.

1.2.0.2 Radar imageur à synthèse d'ouverture (SAR)

Les radars imageursSAR (Synthetic Aperture Radar) ou radars à synthèse d'ouverture
(RSO) sont des radars utilisés pour la télédétection. Ce sont des radars montés sur une
plateforme mobile, soit aéroportés soit sur un satellite. Bien que positionnés à une grande
distance de la zone d'intérêt, ils permettent d'obtenir des images à très haute résolution et ce
malgré la faible taille de leur antenne. Des ondes électromagnétiques (généralement dans les
bandesX et Ku) sont transmises séquentiellement pendant que la plateforme est en mouvement.
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(a) (b)

Figure 1.2 � (a) radar de navigation maritime embarqué sur un bateau, (b) Falcon
2000LXS équipé d'un radar panoramique spécialement conçu pour la surveillance ma-
ritime

Les signaux reçus sont combinés et permettent de construire une ouverture virtuelle de taille
largement supérieure aux dimensions de l'antenne réelle. En2010, un radar SAR aéroporté
permettait d'obtenir une résolution spatiale de l'ordre de10cm, les radars à bande ultra-large
une résolution de l'ordre de quelques millimètres et une version expérimentale en laboratoire
a permis de produire une résolution sous-millimétrique.Radarsat-2, TerraSAR-X, COSMO
SkyMed(cf. Fig. 1.3) et Sentinel-1 sont autant de satellites équipés de radarSAR et qui
couvrent la totalité du globe terrestre uniquement au service de la surveillance maritime. Le
principal avantage des radarsSAR est qu'ils permettent d'acquérir des images à la fois de jour
comme de nuit, quel que soit les conditions météorologiques et avec une très grande précision.
Ils sont particulièrement adaptés à la détection à distance et permettent de surveiller de larges
zones d'intérêt de plusieurs centaines de kilomètres.

Figure 1.3 � Représentation du radar SAR COSMO SkyMed



8 Introduction

1.2.0.3 Système d'identi�cation automatique (SIA)

Le système d'identi�cation automatique (Automatic Identi�cation System ou AIS en
anglais) est un système d'échanges automatisés de messages entre navires par radio VHF
(Very High Frequencyou très hautes fréquences en français) qui permet aux navires et aux
systèmes de surveillance de tra�c de connaître, entre autres, l'identité, le statut, la position
et la route des navires (cf. Fig. 1.4) et ce même lorsque la reconnaissance visuelle ou radar
n'est plus possible (nuit, temps de brume, faibles échos radars). Seuls les navires de tonnage
supérieur à 300 tonnes en sont obligatoirement équipés. Les vedettes de particuliers, jets-ski,
zodiacs et tout autre bateau de petite taille ne sont pas dans l'obligation d'installer un tel
système ce qui rend leur surveillance beaucoup plus di�cile.

(a) (b)

Figure 1.4 � (a) Schéma général du système AIS , (b) A�chage du tra�c en Manche
Est fourni par le AIS .

1.2.0.4 Caméras

Les caméras sont très largement utilisées dans le domaine de la surveillance maritime.
Qu'elles soient dans le domaine du visible, de l'infrarouge proche ou lointain (caméra ther-
mique), elles permettent aux opérateurs d'avoir une information visuelle sur la ou les cibles
d'intérêt préalablement détectées ou non par un autre capteur comme un radar ou l'AIS par
exemple. L'information visuelle se trouve être indispensable lors des phases de reconnaissance,
d'identi�cation et d'évaluation de la menace. Les caméras peuvent être positionnées sur les
zones côtières (aux entrées des ports), à bord des navires mais également aéroportées suivant
l'application visée. Avec les récentes avancées technologiques, les caméras atteignent des
résolutions8K (7680� 4320pixels). Couplée avec des zooms puissants, une caméra peut
désormais détecter des objets à plusieurs dizaines de kilomètres. Ces grandes distances sont
un atout majeur dans le cadre de la surveillance maritime car elles permettent d'obtenir des
informations beaucoup plus tôt et par conséquent d'adapter les mesures d'actions en cas de
menaces avérées.
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(a) (b)

Figure 1.5 � (a) boule optronique pour les systèmes aéroportés, (b) caméra de sur-
veillance à l'entrée du port de Toulon.
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1.3 Problématiques et objectifs de la thèse

Cette thèse s'inscrit dans le cadre de la détection et le suivi temps réel d'embarcations
pour la lutte contre la menace asymétrique (LCMA) dans un contexte maritime à l'aide d'une
ou plusieurs caméras. Ces caméras peuvent être �xes, i.e. installées sur une plateforme à
l'entrée d'un port ou d'une zone particulière à surveiller, ou mobiles par exemple �xés sur le
mât d'un navire en mouvement.

A�n d'étudier et de cerner les di�érents enjeux et di�cultés inhérents à une telle pro-
blématique, il convient dans un premier temps de dé�nir ce qu'est une menace asymétrique.
La menace asymétrique concerne l'ensemble des attaques potentielles e�ectuées de manière
simultanée par un groupe d'embarcations possédant une ou plusieurs des caractéristiques
suivantes :

1. faible taille

2. grande man÷uvrabilité

3. vitesse importante

Parmi ces embarcations, on peut citer les jet-skis, les zodiacs ou les vedettes. La probléma-
tique majeur d'une attaque asymétrique concerne la di�culté pour un être humain à analyser
la multitude d'informations contenues dans une telle scène et de réagir en conséquence, dans un
laps de temps relativement court a�n de mettre en place des mesures dissuasives à l'encontre
des attaquants. En e�et, la vision humaine bien que performante pour l'utilisation pour
laquelle elle a été prévue, se trouve mise en di�culté lorsqu'il s'agit de couvrir une scène sur
360° contenant des informations multiples et non-cohérentes. Comme on peut le constater sur
le schéma représenté en Fig. 1.6, la vision binoculaire couvre un maximum de62° par oeil
soit 124° au total. Cependant, toutes les caractéristiques ne sont pas perceptibles dans cet
angle de vision. La discrimination des couleurs n'est possible que dans un champ de vue de
allant de 60° à 120° en fonction des individus alors que la distinction des formes s'e�ectue
dans un angle encore plus restreint de10° à 60°.

La problématique générale de cette thèse concerne donc le développement de nouvelles
méthodes de détection et de suivi de petits objets mobiles faiblement contrastés évoluant dans
un environnement marin a�n d'améliorer les processus de détection précoce et de suivi de
menace asymétrique. L'objectif �nal sera de développer un outil qui assistera les opérateurs
lors des missions, au large ou près des côtes, a�n de leur permettre d'établir rapidement et
automatiquement une tenue de situation. Les méthodes développées seront donc adaptées
indi�éremment aux cibles de petite ou de grande taille.

Les domaines potentiels d'applications sont :

� Pour la défense : Mise au point d'un système de veille et de suivi 24/24h pour la
protection de vaisseaux de la Marine Nationale qu'ils soient à quai, en pleine mer ou à
la rupture terre/mer

� Pour le civil :

� Protection des infrastructures côtières (terminaux pétroliers, zones d'embarquement
de fret ou de passager...)

� Contribution au sauvetage en mer

� Surveillance douanière avec la gestion du �ux d'entrée/sortie d'embarcations dans
une zone particulière
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Figure 1.6 � Champ de vision humain en degré par oeil.
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1.4 Structure du mémoire

Ce mémoire de thèse se compose de quatre chapitres. Le chapitre1 concerne les di�érents
algorithmes et méthodes en présentant l'état de l'art sur la vidéo-surveillance dans le domaine
maritime. Dans le chapitre2 sont décrites les contributions et les approches proposées dans
cette thèse. Le chapitre3 est consacré aux di�érents résultats expérimentaux des algorithmes
développés ainsi que les choix algorithmiques. Le chapitre4 présente le projet DIAMANT qui
intègre les di�érents travaux de thèse dans un niveau d'industrialisation plus élevé. En�n,
la conclusion nous permettra de présenter le bilan de ces travaux ainsi que les perspectives
envisagées.



Chapitre 2

État de l'art sur la vidéo-surveillance
maritime

2.1 Di�cultés

Dans ce chapitre, nous présentons l'état de l'art sur les di�érentes techniques et algorithmes
de vidéosurveillance pour la détection d'objets dans un environnement maritime. La détection
initiale des navires constitue le premier élément de la chaîne de traitements pour un système
de vidéo-surveillance maritime. L'algorithme doit être le plus performant possible, les étapes
le succédant dépendant entièrement de ses performances. De manière générale, il existe
en traitement d'images 3 classes d'attributs qu'il est possible d'extraire et qui permettent
de caractériser les objets (d'intérêts ou non) : les textures, les formes et les couleurs. La
problématique qui nous intéresse s'inscrit dans un contexte où un ou plusieurs objets rigides
évoluent dans un fond dynamique. Le caractère particulier de l'environnement marin ajoute
des di�cultés à un problème qui n'est pas simple par nature. Les algorithmes conventionnels
pour la détection et le suivi d'objets dans une vidéo directement appliqués à l'environnement
maritime sans ajustement préalable ne permettent pas d'obtenir des résultats satisfaisants.
L'aspect dynamique et imprévisible de l'apparence du fond marin rend sa modélisation
mathématique di�cile. Les images capturées par les caméras peuvent contenir du bruit issu du
capteur et des perturbations dues aux conditions environnementales comme par exemple des
tempêtes, du brouillard ou des changements brusques de luminosité. Le sillage engendré par
les moteurs des navires (c.f. Fig. 2.1b), les ré�exions spéculaires (c.f. Fig. 2.1a), le changement
permanent des valeurs des pixels causé par les vagues (c.f. Fig. 2.1d) et la présence d'objets
�ottants sont autant d'aspects liés au contexte qui rendent le processus de détection complexe.
De plus, la variabilité des bateaux en termes de taille, de vitesse, de forme, de man÷uvrabilité,
d'apparence ainsi que leur faible contraste avec le fond (c.f. Fig 2.1c) sont autant de paramètres
ne permettant pas la mise en place évidente d'un bon algorithme de détection ou de suivi.
S'ajoute à cela des perturbations intrinsèquement liées aux scènes extérieures parmi lesquelles
on peut citer les oiseaux, les nuages ou les avions présents au-dessus de la ligne d'horizon.
Pour répondre à ces problématiques, de nombreux chercheurs ont proposé des méthodes que
l'on peut classer selon deux catégories :

1. les méthodes classiques utilisant des techniques de traitement d'images et vidéos adaptées
au contexte maritime

2. les méthodes basées sur l'apprentissage utilisant des classi�eurs qu'ils soient entraînés
13
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hors-ligne (o�ine ), en-ligne (online) ou utilisant des réseaux de neurones profonds

La suite de ce chapitre est divisée en2 sections : dans un premier temps, nous présentons
les méthodes s'appuyant uniquement sur des approches dites classiques puis, dans une seconde
section, nous présentons les méthodes basées sur l'apprentissage.

(a) (b)

(c) (d)

Figure 2.1 � Représentations des di�érentes di�cultés liées au contexte maritime. (a)
Présence de ré�exion spéculaire, (b) exemple de sillage à l'arrière d'un zodiac, (c) image
illustrant le faible contraste cible-fond, (d) image montrant la di�culté à séparer les
bateaux des crêtes de vagues par grand vent.
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2.2 Méthodes classiques

Avant même l'explosion des capacités de calcul et de l'utilisation des méthodes basées
sur l'apprentissage, la problématique de la détection de navires en milieu côtier ou en pleine
mer était déjà source de nombreuses recherches. Parmi les méthodes dites classiques, on peut
séparer les approches selon2 grandes catégories :

1. les approches spatiales utilisant uniquement l'information contenue dans une image a�n
de caractériser des zones contenant potentiellement des objets

2. les approches spatio-temporelles utilisant à la fois l'information contenue dans une image
mais aussi l'information temporelle des séquences vidéo

2.2.0.1 Approches spatiales

Sandersonet al. [STE99] analyse les variations dans le domaine fréquentiel de l'image a�n
de créer un modèle du fond marin correspondant à l'état de mer actuel pour la problématique
de la détection de petits bateaux. A partir de points sélectionnés sur la mer, une moyenne
des réponses fréquentielles est calculée permettant de supprimer les zones correspondant au
fond marin, laissant uniquement dans l'image les régions contenant les navires.

Fe�latyev et al. [FG08] présentent une méthode de détection de navires à partir d'une
caméra installée sur une bouée en pleine mer. Les auteurs proposent d'associer les résultats
d'un détecteur d'horizon à un détecteur de bord. Le premier algorithme permet de contraindre
la recherche d'objets dans la zone de l'image ne contenant que de l'eau. Un détecteur de
coins est ensuite appliqué à l'image résultante a�n de détecter les zones où des bateaux sont
potentiellement présents. Un processus de labélisation utilisant l'algorithme des composantes
connectées couplé à di�érentes opérations morphologiques permet d'obtenir la détection �nale.

Dans [WNR+ 09], un système de vidéosurveillance intelligent automatisé pour les navires
est développé. En ce qui concerne plus particulièrement l'algorithme de détection du système,
celui-ci s'appuie sur une extraction préalable de la ligne d'horizon à l'aide d'un détecteur
de bord et d'une transformée de Hough. Un modèle de l'eau est ensuite créé en modélisant
l'intensité de ses pixels comme une régression linéaire et l'estimation des paramètres du modèle
est e�ectuée en minimisant la fonction d'erreur des moindres carrés pondérés. La détection
�nale des objets consiste en une succession d'opérations morphologiques d'ouverture et de
fermeture sur les régions où les pixels ne véri�ent pas le modèle de l'eau (c.f. �gures Fig 2.2b
2.2d).

Hu et al. [HXS10] proposent une méthode de détection d'objets dans un contexte maritime
à partir d'images infrarouges. L'approche développée consiste en une di�érence d'images
successives suivi d'un �ltrage à l'aide d'un élément structurant su�samment grand pour
ne �ltrer que les détails correspondant au bruit. Un seuillage double basé sur des valeurs
de références recueillies expérimentalement est appliqué sur chacun des pixels de l'image
binaire résultante de l'étape précédente a�n de déterminer si un objet est présent ou non dans
la scène observée. Dans le cas où un objet est détecté dans l'image courante, une dernière
étape de localisation est réalisée en mesurant la valeur maximale des histogrammes calculés
indépendamment sur chacune des colonnes et des lignes de l'image.

Dans [MDA + 13], un algorithme de détection de personnes dans l'eau utilisant des �ux
infrarouges et visibles est développé. Cette problématique s'inscrit dans un cadre identique à la
détection de bateau, c'est à dire à la détection d'objets dans un contexte maritime. La méthode
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(a) (b)

(c) (d)

Figure 2.2 � [WNR + 09]. Exemples de résultats de détection. (a, c) Images originales, (b,
d) Résultat de la détection de navires, les lignes rouges représentant les lignes d'horizon,
les rectangles rouges la détection �nale et les points verts les pixels n'appartenant pas
au modèle de l'eau.

se base également sur la détection préalable de la ligne d'horizon à l'aide d'un détecteur de
bords et d'une transformée de Hough. Un seuillage sur l'histogramme dans l'image infrarouge
permet d'extraire les pixels appartenant aux objets en partant de l'hypothèse qu'ils ont une
réponse au capteur plus élevée que le fond marin. Un processus identique est e�ectué sur
les images visibles dans l'espaceYUV des couleurs en prenant des seuils issus d'une table
préalablement estimée. Finalement, la fusion des deux résultats précédents permet la détection
des objets présents dans la scène observée.

Becharet al. [BLB+ 13] proposent d'associer les3 canaux d'un �ux vidéo RGB et un canal
issu d'un �ux infrarouge en un seul �ux vidéo à canaux multiples. Une détection de navire est
ensuite opérée sur ce �ux à4 canaux à l'aide d'un algorithme de contour actif en modélisant
la solution en un problème de minimisation d'énergie impliquant un terme de �délité aux
données et un terme de régularisation.

Grimaldi et al. [MIT + 14] s'appuient sur l'hypothèse que le fond marin a la particularité
d'absorber seulement les fréquences lumineuses élevées (rouge et vert) en comparaison des
bateaux. Les auteurs proposent de construire un vecteur de caractéristiques composé des infor-
mations spectrales de l'intensité RGB des pixels et des entropies de Shannon correspondantes.
Ce vecteur de caractéristiques est évalué sur les composantes rouge et verte de fenêtres qui
constituent un pavage complet de l'image. Une classi�cation en2 classes "bateau" et "fond"
est par la suite achevée à l'aide de l'algorithme desK-means (c.f. 2.3b)
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(a) (b)

Figure 2.3 � [MIT + 14]. Exemple de résultat de détection. (a) Image originale, (b)
résultat de la classi�cation des blocs de l'image par l'algorithme des K-means.

2.2.1 Approches spatio-temporelles

Étant dans un contexte où on cherche à détecter des objets en mouvement par rapport à un
fond dynamique, la plupart des approches développées dans l'état de l'art sur la surveillance
maritime s'appuie à la fois sur la dimension spatiale en extrayant un maximum d'informations
contenues dans l'image, mais également sur la dimension temporelle. En e�et, les algorithmes
purement spatiaux n'utilisant que l'information statique d'une image ne permettent pas
d'obtenir une bonne détection. Cette problématique est principalement liée à la di�culté de
dé�nir des caractéristiques propres aux objets présents dans la scène par rapport au fond
marin, sans prendre en considération le mouvement de ces mêmes objets. Le nombre élevé de
fausses alarmes ainsi générées diminuent les performances globales de l'ensemble de la chaîne
de traitement de surveillance. On peut globalement séparer les approches spatio-temporelles
existantes dans la littérature de la surveillance maritime en deux catégories :

1. les approches spatio-temporelles sans soustraction de fond

2. les approches spatio-temporelles avec soustraction de fond

2.2.1.1 Approches spatio-temporelles classiques

Dans [ST99], les auteurs mettent en place un système de détection et de suivi d'objets
dans une scène maritime �lmée dans le proche infrarouge pour l'assistance d'opérateurs
dans l'évitement de collisions. Leur algorithme se décompose en3 étapes : une étape de
pré-traitement intégrant un �ltrage par la variance du niveau de gris des pixels et d'une
analyse statistique des histogrammes évalués à l'aide d'une fenêtre glissante a�n de labelliser
les pixels comme appartenant au fond marin ou à un objet, une étape d'extraction des régions
en mouvements par di�érence des résultats obtenus lors de la première étape sur2 instants
successifs et d'une étape de suivi grâce à la minimisation de la distance Euclidienne entre les
mouvements des di�érentes régions extraites.

Kruger et al. [KO10] implémentent une méthode de détection de navires dans le domaine
infrarouge basée sur les résultats de multiples algorithmes de détection exécutés en parallèle
a�n de maximiser le taux de vrai-positif. La ligne d'horizon est préalablement détectée
réduisant la zone de recherche. Le premier algorithme de détection est un algorithme de
track-before detect(suivi avant détection) utilisant des caractéristiques spatio-temporelles, le
second algorithme exploite la stabilité des régions au cours du temps et le troisième algorithme
est basé sur le suivi de points saillants.
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Marqueset al. [MBCB14] proposent de procéder à un seuillage de l'intensité des pixels
dans l'espaceRGB en considérant que la valeur des pixels des navires est élevée par rapport
à ceux du fond marin (c.f. Fig. 2.4b). Le résultat contenant de nombreuses fausses-alarmes,
l'image est divisée en blocs sans recouvrement pour lesquels des caractéristiques de couleurs
tel qu'un histogramme des couleurs ou la couleur moyenne sont calculés permettant de les
classi�er selon qu'ils contiennent un bateau ou du fond. Les auteurs proposent ensuite de
calculer un ensemble de blob avec l'algorithme de composantes connectées et de supprimer
ceux appartenant au ciel ou aux ré�exions spéculaires à l'aide de di�érents critères tel que
la taille, le contact avec les bords ou l'isolation d'un blob (Fig. 2.4c). Un dernier critère
permet de �ltrer les fausses-alarmes en mettant en évidence les blobs apparaissant de manière
spontanée dans les images au cours du temps (Fig. 2.4d).

(a) (b)

(c) (d)

Figure 2.4 � Exemple de résultats obtenus avec l'approche développée dans [MBCB14]

Dans [KYL13], Kadyrov et al. s'appuient sur l'hypothèse que la texture du fond marin dans
un contexte infrarouge varie au cours du temps en comparaison à la texture représentant les
navires. En se basant sur cette hypothèse, les auteurs développent une méthode de détection
de navire basée sur la corrélation a�n de mettre en évidence les zones communes et inaltérées
entre les images successives d'un �ux vidéo (Fig. 2.5c, 2.5d).
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(a) (b)

(c) (d)

Figure 2.5 � [KYL13]. (a, b) Images à 2 instants successifs, (c) carte des corrélations,
(d) résultat de la détection.

2.2.1.2 Méthodes de soustraction de fond

Les méthodes de soustraction de fond (Background Subtractionoù BS) sont des techniques
qui sont largement employées dans le domaine de la détection d'embarcations dans un contexte
maritime et constituent une grande partie de la littérature. Dans la suite de cette section,
nous dé�nissons de manière générale le principe des algorithmes deBS puis, détaillons les
di�érentes méthodes existantes utilisant ce principe à des �ns de détection de bateau.

Ces méthodes s'inscrivent dans un contexte de caméra �xe, �lmant une scène sur laquelle
évolue un ensemble d'objets que l'on souhaite détecter. Le principe général consiste à estimer
des propriétés caractéristiques du fond (qui peut être complètement statique par exemple)
et d'en déduire, par di�érence, la présence d'un objet en mouvement. Le résultat de cette
opération est une image binaire pour laquelle chaque pixel blanc (de valeur1) appartient
potentiellement à un objet contrairement aux pixels noirs (de valeur0) correspondant au fond.
De nombreux modèles ont été proposés. L'objectif n'étant pas de faire le détail exhaustif de
toutes les méthodes existantes, nous présentons dans ce qui suit les principaux algorithmes de
soustraction de fond utilisés à des �ns de détection dans un contexte maritime.
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2.2.1.2.1 Modèle à image de référence simple La méthode de di�érence d'images
est la méthode la plus simple pour segmenter les pixels des objets d'intérêt du fond. Elle
consiste à faire la soustraction entre deux images successives et d'utiliser un seuilT [JN79].
Plus formellement, pour détecter les pixels des objets, on calcule la di�érence d'images tel
que :

D t = jI t � B t j (2.1)

avecI t l'image à l'instant t, B t l'image de référence etD t l'image des di�érences. L'étape
�nale consiste à classi�er un pixel à la position(x; y) si D t (x; y) > T avec T une valeur
de seuil prédé�ni qui dépend du niveau de bruit de la vidéo. Ce modèle ne permet pas de
modéliser des fonds pour lesquels la statistique est di�érente en di�érents points de l'image ;
un seuillage global n'est donc pas adapté.

Pour pallier à ce problème, Wren et al.[WADP97] modélisent la couleur de chaque pixel
dans l'espace des couleursYUV par une distribution gaussienne. Les paramètres ce cette
distribution (vecteur moyen et matrice de covariance) sont régulièrement mis à jour à l'aide
d'un �ltre adaptatif dé�ni par :

yt = (1 � � )yt � 1 + �x (2.2)

où yt est la valeur actuelle de paramètre au tempst, x est la valeur estimée du paramètre
en utilisant la valeur du pixel à l'instant t, et � le taux d'apprentissage. Par exemple, siy
est la valeur moyenne, alorsx est la valeur du pixel à l'instant courant, siy est la valeur de
covariance, alorsx est la di�érence entre la valeur moyenne et la valeur courante du pixel.
Le taux d'apprentissage permet de régler la vitesse avec laquelle s'adapte la représentation
du fond à l'image courante. L'avantage de cette méthode, comparée à la précédente, est que
chaque pixel possède son propre seuil de classi�cation adapté au niveau de variation du pixel.
Ce principe de mise à jour est largement utilisé par de nombreux modèles de représentation
du fond comme dans [SG99] ou [KCHD04].

2.2.1.2.2 Modèle à mélange de Gaussiennes Dans [SG99], Stau�er et Grimson uti-
lisent un modèle à mélange de Gaussiennes (Gaussian Mixture Model (GMM)) en anglais).
Avec ce modèle, la valeur de chaque pixel est modélisée parK distributions Gaussiennes. La
probabilité d'observer la valeur du pixelX t au tempst est la suivante :

P(X t ) =
KX

k=1

! k;t � � (X t ; � k;t ; � k;t ) (2.3)

où K est le nombre de distributions Gaussiennes,! k;t le poids estimé,� k;t la moyenne,� k;t

est la covariance de lakème Gaussienne à l'instantt et � la densité de probabilité Gaussienne :

� (X t ; � k;t ; � k;t ) =
1

(2� )
n
2 j� k;t j

1
2

e
1
2 (X t � � k;t )T � � 1

k;t (X t � � k;t ) (2.4)

Dans le modèle original de Stau�er et Grimson, l'hypothèse est que les di�érents éléments
des vecteurs caractéristiques décrivant les valeurs des pixels sont indépendants et ont la
même variance. L'expression de la matrice de variance-covariance se simpli�e donc de la façon
suivante : � k;t = � 2

k;t I où � 2
k;t correspond à la variance etI est la matrice identité.
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La mise à jour du modèle est réalisée à l'aide de l'algorithme desK-means qui permet
de trier les K distributions Gaussiennes en se basant sur les termes! k

� 2
i
. Chaque valeur de

pixel X t est ensuite testée sur lesK distributions Gaussiennes jusqu'à ce qu'une appartenance
soit trouvée. Une valeur de pixel correspond à une distribution Gaussienne si cette valeur
est inférieure à2:5 de l'écart-type de la distribution. Une fois la distribution correspondante
trouvée, le poids de celle-ci est mis à jour en suivant :

! k;t = (1 � � )! k;t � 1 + � (Matchk;t ) (2.5)

où � correspond au taux d'apprentissage etMatchk;t est égale à1 pour la distribution dans
laquelle le pixel correspond et0 pour les autres distributions. Si aucune desK distributions
ne correspond à la valeur du pixel actuelle, la distribution avec la valeur de! k

� 2
i

la plus faible
est remplacée par une nouvelle distribution de variance élevée ainsi que d'un poids faible et
de valeur moyenne égale à la valeur du pixel.

Pour le cas où le pixel contribue à une distribution existante, celle-ci voit ses valeurs mises
à jour de la façon suivante :

� t = (1 � � )� t � 1 + �X t

� 2
t = (1 � � )� 2

t � 1 + � (X t � � t )T (X t � � t )

où � = �� (X t ; � k;t ; � k;t ). La classi�cation des pixels correspondant au fond est e�ectuée
en sélectionnant les premièresB distributions, B étant estimé par :

B = argminb(
bX

i =1

! i > T ) (2.6)

où T est la fraction du poids total du modèle du fond. Un pixel est classi�é comme
appartenant au fond si la distribution à laquelle il appartient correspond à la distribution du
fond.

Le modèle à mixture de Gaussienne présente certains avantages. Premièrement, il permet
de résoudre le problème des fonds multiples. Deuxièmement, il est beaucoup moins a�ecté
par le bruit. Si un pixel du fond est bruité, il sera automatiquement a�ecté à une autre
distribution sans a�ecter les autres distributions. Troisièmement, le modèle n'a pas besoin
d'un entraînement préalable sans la présence d'objets d'intérêt. Pour �nir, le modèle peut
automatiquement s'adapter aux faibles changements de luminosité.

2.2.1.3 Détection de navires basée sur la soustraction de fond

Généralement, l'utilisation d'un algorithme de soustraction de fond ne constitue qu'une
des étapes d'une méthode de détection, celui-ci donnant lieu à de nombreuses fausses alarmes.

Dans [SYL13], les auteurs proposent de se baser sur l'algorithme deBS (présenté en
paragraphe 2.2.1.2.1). Une carte des coins est calculée sur l'image binaire résultante de
l'algorithme de BS à l'aide du détecteur de coin deCanny ([Can86]) puis, une transformation
en distance est �nalement opérée. La détection des coins �naux est réalisée à l'aide de
la fusion du résultat précédent avec la carte des coins calculée sur l'image originale en
niveaux de gris. A partir du résultat précédent, les auteurs proposent de supprimer les fausses
alarmes potentiellement existantes en ajoutant des contraintes géométriques telles que l'aire,
la longueur, la largeur ou le ratio entre la longueur et la largeur de chaque détection.
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Dans [TL16], les auteurs proposent de fusionner les résultats d'un algorithme deBS
avec ceux d'un détecteur de saillance a�n d'identi�er à la fois les navires immobiles et en
mouvement. Les auteurs proposent de comparer les résultats de2 algorithmes deBS, MOG
([KB02]) qui s'appuient sur la méthode présentée en paragraphe 2.2.1.2.2 etVIBE ([BV11])
a�n d'utiliser le résultat optimal dans un contexte maritime. Le résultat de l'algorithme de
BS étant généralement très bruité en présence d'un fond dynamique, la fusion de celui-ci avec
le calcul de la carte des saillances permet de �ltrer les pixels faux positifs et ainsi d'obtenir
une bonne segmentation des bateaux présents dans la scène observée. Les auteurs proposent
une fusion dynamique des méthodes en les pondérant selon l'intensité du mouvement dans
la scène. Si le mouvement apparent est important alors la partie temporelle (algorithme de
BS) sera prédominante. A contrario, si le mouvement est lent, la partie spatiale (détecteur de
saillance) sera mise en avant. La fusion devient une combinaison linéaire des deux approches
précédemment citées :

Det(I ) = kT BS(I ) + kSSD(I ) (2.7)

Où I est l'image d'entrée,BS(I ) est le résultat de l'algorithme deBS, SD(I ) est le résultat
de l'algorithme de détection de saillance,kT et kS sont des poids dynamiques calculés à partir
de la variance des modèles.

Dans [ZLZ17], les auteurs détectent dans un premier temps la ligne d'horizon à l'aide de la
transformée en cosinus discrète (Discrete Cosine Transformou DCT ) pour �ltrer la partie du
fond ne pouvant contenir des navires. Le canal de l'image représentant la luminance est dans
un premier temps divisé en blocs de taille8x8 sans recouvrement, puis, pour chacun de ces
blocs, les coe�cients de laDCT sont calculés. A�n de trouver les blocs dans lesquels la ligne
d'horizon apparaît, c'est à dire les blocs contenant à la fois de la texture de ciel et d'eau, les
auteurs mettent en place une métrique a�n de labelliser les blocs selon qu'ils appartiennent
au ciel ou à la surface de la mer. Pour se faire, les auteurs proposent d'utiliser un seuil sur une
mesure basée sur les coe�cients de laDCT. Ayant éliminé l'ensemble des pixels représentant
le ciel, un algorithme deBS est ensuite utilisé a�n de modéliser le fond marin à l'aide de
mélange de Gaussiennes (Gaussian Mixture Modelou GMM ) (c.f. 2.2.1.2.2). Ce modèle se
base sur la combinaison des coe�cients de laDCT représentant les variations fréquentielles
spatiales de chaque bloc. Une fois le fond marin modélisé, une dernière étape de segmentation
des pixels du premier plan correspondant aux objets est e�ectuée en éliminant tout pixel
associé au modèle du fond.

Dans [BI09], les auteurs utilisent également unGMM dans l'espace RGB a�n de créer un
modèle du fondB. Un ensemble den images est utilisé a�n de construire le modèle du fond
B qui est périodiquement mis à jour a�n de prendre en considération les changements au
cours du temps. Pour chaque nouvelle imageI , les pixels du fond sont supprimés par simple
di�érence entre le modèle du fondB et l'image I pour obtenir une image binaire de premier
plan F dans laquelle seuls les pixels représentant des objets en mouvement sont présents. A
partir du résultat de l'étape précédente, un ensemble de blobs est créé en utilisant l'algorithme
de composantes connectées (connected components) permettant de regrouper les pixels des
objets de la scène. Pour chaque blob détecté, le �ot optique (Optical Flow ou OF) est estimé
de manière éparse à l'aide de l'implémentation pyramidale de l'algorithme de Lucas-Kanade
[LK81] pour �nalement créer une carte du �ot optique échantillonné. Le calcul du �ot optique
est un élément essentiel dans ce type de contexte car il permet de séparer les objets proches
qui seraient détectés comme un seul en étudiant les directions de déplacement des pixels,
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de supprimer les blobs ne possédant que peu de pointsOF mais également de supprimer
le sillage des détections, celui-ci ne possédant aucune cohérence dans son déplacement au
niveau pixélique. Une classi�cation est �nalement e�ectuée à l'aide d'un algorithme nommé
Rek-meansutilisant la carte du �ot optique. Celui-ci se base sur l'algorithme desK-means
tout en ne nécessitant aucun a priori sur le nombre initial de classes.

Une autre utilisation desGMM à des �ns de détection d'embarcation dans le contexte
maritime est également proposée dans [CYCK18, CYK18]. Pour ce faire, les auteurs modélisent
les pixels du fond en dé�nissantK fonctions Gaussiennes pour correspondre à la distribution
de la valeur de chaque pixelX t en niveaux de gris (c.f. 2.3). La �gure Fig. 2.6 représente un
exemple de résultat obtenu avec lesGMM appliqués à un scénario maritime.

(a) (b)

(c) (d)

Figure 2.6 � Exemples de résultats des GMM appliqués au contexte maritime (images
issues de [CYCK18, CYK18]). La première colonne représente les images originales ; la
deuxième colonne correspond au résultat après segmentation des pixels de l'avant-plan.

Dans [HYH11], les auteurs proposent l'utilisation d'un algorithme deBS en construisant
un modèle du fond avec la valeur médiane sur les3 canauxRGB à partir des N dernières
images. Une carte des historiques est créée en parallèle a�n de mettre régulièrement à jour le
modèle du fond. Les objets en mouvement sont ensuite détectés en utilisant la formule 2.1
2.7b . A�n de compacter les blobs issus de la segmentation des pixels de l'avant plan, Huet
al. mettent en place une méthode de labellisation à4 composantes connectées. Finalement,
les pixels correspondant au sillage et aux ondulations des vagues à l'arrière des bateaux sont
supprimés en utilisant une métrique basée sur la variation de brillance des pixels 2.7c, 2.7d.

Soceket al. [SMKF05] proposent un algorithme hybride avec une double segmentation
couplé à un classi�eur Baysien. La première segmentation permet de capturer les di�érences
stationnaires ainsi que le mouvement en e�ectuant une soustraction entre l'image courante
et le modèle statique du fond représenté par une image de référence (c.f. 2.1). Une fois les
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(a) (b)

(c) (d)

Figure 2.7 � [HYH11]. (a) Image originale, (b) Résultat de la segmentation, (c) Détec-
tion brute, (d) Détection après suppression des pixels du sillage.

di�érences détectées, celles-ci sont utilisées pour déterminer si elles sont issues du fond ou des
objets d'intérêt à l'aide du classi�eur Baysien en les comparant au modèle probabiliste du fond
2.8c. La seconde segmentation s'appuie sur une méthode de segmentation par graphes sur
les variations locales des coins présentée initialement dans [FH98] 2.8b. Le résultat des deux
algorithmes est fusionné pour obtenir la segmentation �nale 2.7d ce qui permet parallèlement
de mettre à jour le modèle probabiliste du fond ainsi que l'image de référence nécessaire à la
soustraction de fond.

Frost et al. [FT13] utilise un algorithme deBS initialement développé dans [EDHD02]
basé sur l'estimation de la densité d'un noyau Gaussien en utilisant lesN dernières images
a�n de modéliser les pixels du fond. Des opérations de post-�ltrage sont ensuite réalisées a�n
de supprimer les fausses alarmes en calculant les composantes connectées pour obtenir un
ensemble de blobs décrivant les objets présents dans la scène observée. Ces blobs sont �ltrés
selon des critères de taille, de distances par rapport à la caméra ainsi que de leurs persistances
dans les images successives. Les auteurs proposent une dernière étape de �ltrage avec le calcul
de level setutilisant les contours actifs a�n de segmenter e�cacement les blobs dans l'image
binaire issue des traitements précédents.

Arshad et al. [AMK10] proposent une méthode de segmentation de navire couplant le
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résultat d'un détecteur de bords deSobelavec le résultat d'un algorithme deBS (Fig. 2.9b) .
L'hypothèse principale est que les bateaux possèdent plus de discontinuités verticales dans
la fonction de luminosité que le fond marin (qui est caractérisé par plus de discontinuités
horizontales). Un ensemble d'opérations morphologiques est �nalement appliqué a�n d'obtenir
les contours et les positions des navires (Fig. 2.9c, 2.9d).

(a) (b)

(c) (d)

Figure 2.8 � [SMKF05]. (a) Image originale, (b) Résultat de la segmentation par
graphes, (c) Résultat de la segmentation par classi�eur Baysien, (d) Segmentation
�nale avec fusion des deux approches.
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(a) (b)

(c) (d)

Figure 2.9 � [AMK10]. (a) Image originale, (b) Résultat de la segmentation BS, (c)
Résultat du détecteur de coin et des opérations morphologiques, (d) Segmentation
�nale avec fusion des deux approches.
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2.3 Méthodes basées sur l'apprentissage

2.3.1 Apprentissage standard

La validation de la détection initiale via un classi�eur est également une piste largement
présente dans la littérature pour la détection de navire [TK10, BIFG11]. Dans [SS08], un �ltre
MATCH (MATCHED �lter ou �ltre adapté) est utilisé pour la détection et la classi�cation
automatique de bateaux dans le contexte de la surveillance portuaire. A partir d'un ensemble
d'images représentant une classe particulière de bateau, le �ltreMATCH combine ces images
a�n d'extraire des caractéristiques communes. Sullicanet al. proposent l'utilisation d'un
OT-MATCH �lter dans le domaine des fréquences.

Bloisi et al. [BIFG11] proposent un détecteur basé sur un ensemble de classi�eurs entraînés
hors-ligne avec des ondelettes de Haar. Ces classi�eurs sont spéci�quement conçus pour
augmenter la robustesse de la détection initiale dans les cas où un bateau est à quai ou lors
de la présence de ré�exions spéculaires et de sillage.

Teutsch et al. [TK10] entraîne un classi�eur SVN avec les caractéristiques des moments
invariants, des mesures statistiques telles que la moyenne et la variance, d'une analyse de
texture, des matrices de co-occurrence et d'une analyse du gradient pour classi�er les bateaux
en deux étapes. La première étape consiste à classer les candidats détectés en tant qu'objets
présents sur la surface marine ou en tant que bruit. Si un candidat est classé comme objet de
surface, il est par la suite classé en tant que navire ou objet sans intérêt dans la seconde étape.

Wijnhoven et al. [WRJW10] utilisent le descripteurHOG calculé à l'aide d'une fenêtre
glissante sur l'image à di�érents niveaux d'échelle pour e�ectuer un apprentissage "en ligne"
d'un classi�eur SGD (Stochastic Gradient Descentou algorithme du gradient stochastique).

Dans [CW12], les auteurs proposent d'entraîner un classi�eur SVN couplé à une modé-
lisation de la texture dynamique du fond marin pour la détection automatique de navires.
L'apprentissage est basé sur un modèle calculé à partir des histogrammes des gradients orientés
(HOG ou Histograms of Oriented Gradients) sur plus de600images de bateaux (c.f. Fig 2.10a).
La modélisation de la texture du fond dynamique permet de réduire signi�cativement le bruit
des images en s'appuyant sur la corrélation spatiale et temporelle des pixels. Finalement, la
fusion des deux approches précédemment évoquées contribue à diminuer fortement le taux de
fausses alarmes (c.f. 2.10b).

Bao et al. [BZW+ 12] proposent une méthode de détection de navires pour la vidéo-
surveillance portuaire. Leur approche utilise une méthode de segmentation par graphes pour
séparer l'image en zones. Ces zones sont ensuite classi�ées en "eau" / "non-eau" à l'aide
d'un modèle SVN pré-entrainé appliqué à des pixels aléatoirement sélectionnés dans chacune
des zones. Si la majorité des pixels d'une zone sont classi�és comme "eau" alors la zone
correspondante est elle-même classi�ée comme "eau". Un deuxième classi�eur SVN basé sur
l'apprentissage des caractéristiques du détecteur HOG permet de détecter les cabines de
pilotage de bateau. Suite à leurs précédents travaux, Baoet al. développent dans [BZWW13]
une approche de détection de bateaux en mouvement pour un système de vidéo-surveillance
maritime. Les auteurs utilisent le classi�eur présenté dans [BZW+ 12] pour distinguer les zones
"eau" et "non-eau". Un deuxième algorithme est ensuite utilisé pour détecter les objets présents
en fusionnant les zones "non-eau" qui présente un déplacement cohérent.

Yvano et al. [YGd17] détectent dans un premier temps les objets en mouvement grâce à
un algorithme de soustraction de fondGMM appliqué sur les images en niveaux de gris, puis
utilisent des opérations morphologiques de remplissage pour combler les vides de détection



28 Chapitre 2

(a) (b)

Figure 2.10 � [CW12]. (a) Résultat de la détection montrant 3 fausses alarmes en
utilisant uniquement le classi�eur SVN, (b) Résultat de la détection après suppression
du bruit en fusionnant avec les résultats de la modélisation de la texture du fond.

à l'intérieur des blobs et d'érosion pour supprimer les fausses alarmes dues aux ré�exions
spéculaires ou aux vagues du sillage. L'algorithme de composantes connectées permet de
regrouper les pixels de l'avant plan sous forme de blobs qui sont ensuite �ltrés par rapport
à leur taille pour ne garder que ceux compris entre deux seuils dé�nis empiriquement par
les auteurs. Pour chaque blob un rectangle englobant est calculé puis est classi�é comme
bateau/non bateau à l'aide d'un algorithme deSVN préalablement entraîné.

2.3.2 Apprentissage profond

L'état de l'art a connu une révolution depuis la prise de conscience par la communauté en
2012de la très grande e�cacité des techniques d'apprentissage profond (deep learning) basées
sur des modèles de réseaux de neurones. Les avancées récentes, en particulier pour les tâches
de détection et de classi�cation d'objets [OJS+ 15] ont permis d'envisager des solutions basées
uniquement sur la vidéo pour e�ectuer le processus de surveillance maritime citeCruz16,
Liu17, Cane2018, Yang2018, Moosbauer2019. Les dernières années ont vu une résurgence des
réseaux de neurones en vision par ordinateur, principalement favorisée par deux avancées
concomitantes :

� l'explosion de la puissance de calcul (principalement via des GPU)

� l'abondance des benchmarks de big data (Caltech, PASCAL VOC, Microsoft COCO,
Imagenet, etc.).

En conséquence, la plupart des résultats récents dans l'état de l'art en vision par ordinateur
concerne les réseaux de neurones profonds. Parmi les architectures les plus réussies de ce
domaine, on retrouve les Réseaux de Neurones Convolutifs (RCN) [YBJ+ 89, AIG12]. Leur
principe général est d'utiliser des couches convolutionnelles couplées à des couches denses ainsi
que de pooling (i.e. sous-échantillonnage) pour e�ectuer, en un seul passage, toutes les tâches
de bas-niveau (e.g. extraction de caractéristiques), de moyen-niveau (e.g. reconnaissance
d'objet) ainsi que les tâches. sémantiques (e.g. classi�cation).

En ce qui concerne plus particulièrement le problème de reconnaissance d'objets, il a été
démontré que les réseaux de neurones convolutifs fonctionnaient très bien sur de nombreux
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jeux de données d'images disponibles au public [PY14, KA15, MR14]. Par exemple, RCNN
[RJTJ17] avait dépassé de plus de30%la précision moyenne (mAP) des méthodes de l'état
de l'art sur la base de données PASCAL VOC [MLC+ 10]. Cela a conduit les chercheurs à
creuser plus profondément dans les di�érents problèmes liés aux RCNN :

� taille de l'entrée �xe

� lenteur des phases d'apprentissage et de test

� génération non-optimale des propositions de régions en termes de vitesse et de qualité

� faible précision pour la détection d'objet

Par exemple, en s'appuyant sur RCNN, SPP-net [KSRJ14] a résolu le problème de la taille
d'entrée �xe en e�ectuant un traitement pyramidal des couches de pooling, améliorant ainsi
considérablement la détection et la classi�cation des objets à l'aide d'images haute dé�nition.
En outre, en factorisant les calculs entre les propositions de régions voisines dans la carte
des caractéristiques, Fast-RCNN [RSRJ15] n'a pas simplement réduit, d'un grand facteur, les
temps de traitement des phases d'entraînement et de test du RCNN, mais a également amélioré
sa précision de détection globale. Néanmoins, la génération de propositions de régions de haute
qualité demeure toujours un goulot d'étranglement, ce dernier étant un problème combinatoire
qui ne peut donc être traité qu'en utilisant des approches heuristiques basées sur les données
(par exemple, la recherche sélective [JKTA13 ], Edge-Box [CP14], etc...). Ainsi, Faster-RCNN
[RHGS15] a intégré le processus de génération de proposition de région, directement, en tant
que partie intégrante d'une version améliorée de RCNN (appelé réseau de proposition de
région ou RPN), ce qui a permis de rendre le processus de détection d'objets beaucoup plus
rapide et précis. Plus récemment, Mask-RCNN [KGPR17] s'appuie sur Faster-RCNN pour
réaliser de la segmentation sémantique d'image (i.e. attribuer à chaque pixel un label relatif à
l'objet). Des méthodes encore plus récentes tel queYOLO [RDGF15] et ses dérivées propose
également d'intégrer directement la génération de propositions en appliquant un seul et unique
réseau de neurones sur l'image dans son ensemble. L'image est ensuite divisée en régions sur
lesquelles les prédictions de propositions sont réalisées.

En ce qui concerne le problème spéci�que de la reconnaissance d'objets à partir d'images
ou de vidéos maritimes basée sur l'apprentissage profond, les approches existantes se sont
principalement concentrées, jusqu'à présent, sur la génération à partir d'une seule image de
propositions de haute qualité permettant de réaliser la reconnaissance d'objets à l'aide d'un
RCNN (AlexNet, GoogLeNet , Fast-RCNN, etc.). Maireet al. [MMH14] ont proposé une
application des CNNs utilisant une fenêtre glissante pour générer des propositions de région à
des �ns de détection de mammifères marins. Tangstad [Tan17] utilisent Faster-RCNN pour
l'évitement de collision d'obstacles dans un environnement maritime.

Bousetouaneet al. [BM16] ont également utilisé des CNNs pour la détection de navires
dans un scénario maritime. Les auteurs proposent l'association de plusieurs détecteurs (e.g.
HOG, LBP, etc.) pour calculer des zones candidates à partir desquels des caractéristiques
sont extraites et apprises par l'algorithme Fast-RCNN et un modèle de réseau de neurones
VGG16. En sortie du réseau, la classi�cation �nale est réalisée grâce à un classi�eur SVM.

Dans [GA16], les auteurs proposent de générer des régions candidates en transformant
l'image d'origine dans l'espace des couleurs HSV et d'appliquer un seuil (c.f. [MBCB14]) sur le
canal H (correspondant à la couleur pure) a�n d'éliminer la majorité des pixels bleus du fond
marin. Un algorithme de composantes connectées couplé à une dilatation permet d'obtenir
une image binaire dans laquelle les pixels de valeur "1" et "0" représentent respectivement



30 Chapitre 2

les pixels des bateaux et du fond (c.f. Fig. 2.12(b)). Des rectangles englobants sont ensuite
calculés autour des pixels candidats, lesquels sont fusionnés si un recouvrement est détecté (c.f.
Fig. 2.12(c)). Ces rectangles englobants constituent les régions candidates en entrée du CNN
(c.f. Fig. 2.12(d)). Les résultats de deux réseaux GoogLeNet [SLJ+ 15] et AlexNet [KSH12]
préalablement entraînés avec plus de1; 2 millions d'images représentant1000classes d'objets
sont comparés. L'objectif étant la détection de bateau, Cruzet al. ne gardent que2 classes
parmi l'ensemble des classes disponibles : bateau/non bateau. A�n d'améliorer les résultats
de leur précédente approche, Cruzet al. proposent l'utilisation d'un réseau à mémoire long et
court terme (de l'anglaisLong Short-term Memoryou LSTM ) associé à un CNN [CB19] a�n
d'étudier la possibilité d'apprendre des caractéristiques temporelles liées au scénario maritime.

Schölleret al. [SPFSB19] évaluent les performances de3 CNN (RetinaNet, YOLO et Faster
RCNN) pour la détection d'objets dans un contexte maritime à partir d'images capturées
avec une caméra opérant dans l'infra-rouge thermiqueLWIR (Long Wavelength Infrared).

Dans [CF18], Caneet al. proposent également une évaluation de3 réseaux de neurones
(ENet, ESPNet et Seg-Net) pour la segmentation sémantique d'objet à des �ns de détection
pour la surveillance maritime.

Une évaluation récente des CNNs Faster-RCNN et Mask-RCNN (c.f. Fig. 2.11) utilisés
pour la détection de navires est également proposée dans [MKJT19].

(a) (b)

Figure 2.11 � [MKJT19]. Exemples de résultat qualitatif pour la détection de navires
utilisant Mask-RCNN.
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Figure 2.12 � [GA16]. Schéma de détection utilisant les régions candidates : (a) image
originale, (b) image binaire dans laquelle les pixels blancs correspondent aux régions
saillantes, (c) régions candidates (rectangles englobants verts), (d) vignettes extraites
de l'image à partir des rectangles englobants et (e) résultat du réseau de neurones où
le rectangle englobant rouge correspond à la détection.
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2.4 Conclusions

Comme nous avons pu le constater au travers de cet état de l'art, la recherche sur le sujet
spéci�que de la détection de navires et plus généralement sur la vidéo-surveillance dans un
contexte maritime utilisant les traitements d'images et vidéos est un sujet relativement récent.
La plupart des approches présentée s'appuie à la fois sur la dimension spatiale et temporelle
pour utiliser le maximum d'informations disponibles (c.f. 2.2.1). La problématique principale
de ces approches réside dans la complexité des calculs conduisant à des temps de traitement
importants préjudiciables dans des systèmes temps réel. Le contexte maritime (fond mouvant,
ré�exion spéculaire, condition météo ...) constitue en e�et un dé� algorithmique pour les
traitements vidéo. L'accélération des puissances de calculs liée à la nécessité d'améliorer la
sécurité maritime ont permis, durant ces dernières années, de voir apparaître de nouvelles
méthodes basées sur l'intelligence arti�cielle. Ces méthodes ont en e�et atteint un niveau de
maturité qui leur permet de réaliser des tâches complexes (reconnaissance, détection, ...) avec
une précision comparable à celle de l'humain.



Chapitre 3

Détection et reconnaissance d'objets
maritimes

3.1 Introduction

Comme nous avons pu le constater dans le chapitre précédent, les di�érentes méthodes de
l'état de l'art ne proposent pas d'approche permettant de détecter e�cacement des navires
dans un contexte maritime pour la lutte contre la menace asymétrique. En e�et, la plupart
des approches existantes ne rentre pas dans le cadre de notre étude pour di�érentes raisons
que l'on peut regrouper en3 points :

1. le contexte d'acquisition des vidéos est di�érent du nôtre (i.e. caméra aéroportée, une
seule cible présente dans la scène, ...),

2. la nature hautement dynamique du fond marin rend la modélisation des objets à détecter
di�cile,

3. le contexte de surveillance spéci�que de la lutte contre la menace asymétrique dans
lequel nous sommes en présence de nombreuses cibles de di�érentes tailles, de di�érentes
formes ou à di�érentes distances rend di�cile leurs caractérisations

Dans ce chapitre, nous proposons deux approches développées dans le cadre de la thèse
pour la détection et la reconnaissance d'objets dans un contexte maritime pour la lutte
contre la menace asymétrique. Dans un premier temps, un algorithme de suivi basé sur des
régions d'intérêt permet d'extraire, de façon dynamique et parcimonieuse, des propositions
de régions de hautes qualités principalement localisées autour de positions vidéo rigides (i.e.
appartenant à un potentiel objet). Notre approche pour extraire ces propositions rigides
consiste à évaluer les variations de texture situées à des positions clés dans la vidéo en utilisant
un algorithme de suivi à long terme de points d'intérêt. Sur la �gure 3.1 sont représentées
les étapes précédemment décrites à savoir l'extraction des caractéristiques (représenté par
l'extraction des points d'intérêt et de leurs mouvement) ainsi que leurs classi�cations en points
d'intérêt stables.

33
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Figure 3.1 � Work�ow de la méthode spatio-temporelle proposée.

Une fois les propositions rigides générées, l'étape suivante consiste en un regroupement
perceptuel de ces régions contenant potentiellement des objets. Les objectifs de cette étape
sont à la fois de séparer les di�érents objets présents dans la scène en regroupant les régions
d'intérêt appartenant à un même objet, mais également de supprimer les régions d'intérêt
faussement détectées comme appartenant à un objet. Nous proposons pour cela deux approches
distinctes qui se basent sur des hypothèses propres au scénario maritime. Dans la première
approche, nous utilisons l'information spatiale en analysant les variations fréquentielles locales
de l'image dans le but d'extraire un ensemble de zones candidates pouvant contenir une
ou plusieurs parties d'objets. Ces zones sont par la suite associées aux propositions rigides
pour e�ectuer la détection �nale. La seconde approche proposée se base quant à elle sur
l'apprentissage profond en utilisant un réseau de neurones convolutif dans lequel est introduit
les propositions rigides extraites dans la première étape. Le schéma proposé en �gure 3.1 décrit
le processus de classi�cation des propositions rigides pour �nalement aboutir à un ensemble
de détections de navire. Dans la suite de ce chapitre, nous expliquons dans un premier temps
plus en détails l'algorithme de génération de propositions rigides puis, les deux approches de
groupement perceptuel développées.
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3.2 Génération de propositions rigides basé vidéo

L'approche décrite dans cette section, a pour objectif de répondre à plusieurs probléma-
tiques caractéristiques de notre application : la nature hautement dynamique du fond marin et
des vidéos haute résolution générant un �ux important de données à traiter. L'idée principale
consiste à utiliser la nature rigide des objets réels dans le but de renforcer leur vraisemblance
dans une séquence vidéo maritime et ainsi, être capable de les détecter de manière plus robuste.
L'idée d'exploiter l'hypothèse de rigidité pour e�ectuer une reconnaissance d'objet dans une
vidéo n'est pas nouvelle [VSMS03, BLB+ 14]. Ces approches se basent sur des propriétés et des
contraintes géométriques dans le but d'estimer un critère de rigidité basé sur le mouvement. Ce
critère est ensuite utilisé pour segmenter les di�érents objets présents dans la scène observée.
Dans [VSMS03], les auteurs proposent une approche basée sur la géométrie épipolaire et
sur la matrice fondamentale multi-objet. La méthode proposée dans [BLB+ 14] permet une
segmentation de navires dans des vidéos maritimes �lmées à partir d'une caméra aéroportée en
mouvement. Cette approche s'appuie sur un modèle théorique de �ot optique dans le voisinage
de chaque pixel sous l'hypothèse de la rigidité du mouvement des objets en3D. Cependant,
nous avons observé que les approches existantes ne sont pas adaptées à notre contexte, soit
par le fait qu'elles sont trop lentes pour une application temps réel, soit par leur manque de
robustesse lors de la présence d'un fond dynamique ou encore lorsque les objets se situent à
une grande distance de la caméra. Nous proposons donc une nouvelle approche de détection
de navires basée sur une analyse de la rigidité de la texture au cours du temps qui se divise
en trois étapes principales. Dans un premier temps, un algorithme de détection de points
d'intérêt est utilisé pour extraire des régions de l'image. Ces derniers sont ensuite suivis au
long-terme pour permettre d'analyser les variations de textures au cours du temps dans leur
voisinage. Ces régions se situant à la fois sur les objets et sur le fond marin, la dernière étape
consiste en une classi�cation à deux classes de celles-ci pour permettre d'écarter les régions
appartenant au fond marin et ainsi de garder uniquement celles appartenant aux objets pour
�nalement obtenir des propositions rigides de hautes qualités. Dans les sections qui suivent,
nous expliquons avec plus de détails les di�érentes parties de l'algorithme proposé.

3.2.1 Extraction de point d'intérêt vidéo

La première étape de l'approche est constituée par une extraction de positions (points
ou zones) d'intérêt dans chaque nouvelle image traitée. Le but étant de mettre en évidence
et de quanti�er les di�érences de variation entre des régions comprenant des objets de celles
représentant le fond dynamique, une "position d'intérêt" correspond dans notre contexte à
une zone dans laquelle se situe une partie ou l'ensemble d'un objet, mais également à des
zones présentes sur le fond marin. La qualité de l'algorithme choisi pour cette première étape
conditionne en grande partie la qualité des résultats sur l'ensemble de la chaîne de traitement,
celui-ci devant garantir la détection de tous les objets avec un faible taux de fausses alarmes.
Dans cette section, nous dé�nissons la nature d'un point ou une zone d'intérêt au sens du
domaine de la vision par ordinateur en expliquant succinctement son origine biologique. Par
la suite, nous détaillons de manière non-exhaustive les approches existantes d'extraction de
ces points/zones d'intérêt en motivant le choix de l'algorithme que nous avons fait pour notre
méthode.
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Figure 3.2 � Exemples de saillance visuelle. Les primitives sont (respectivement de
gauche à droite et de haut en bas) la courbure, l'orientation, la couleur, la forme, la
taille et l'intersection.

3.2.1.1 Saillance visuelle

Pendant de nombreuses années, les chercheurs ont tenté de comprendre le système visuel
humain dans l'analyse d'images. L'objectif de cette compréhension était de pouvoir extraire
des principes fondamentaux à modéliser mathématiquement pour pouvoir numériquement
les reproduire. Une importante découverte a permis de montrer qu'un certain nombre de
primitives visuelles sont détectées extrêmement rapidement et précisément par un système très
bas niveau. Ces primitives, appelées pré-attentives, permettent de focaliser très rapidement
l'attention dans ces zones. Le but est d'orienter rapidement le regard, l'attention vers des
régions pertinentes du champ réceptif dans le cas par exemple d'un danger ou d'une menace
quelconque. La période de temps durant laquelle ces primitives sont extraites est inférieure à
250ms et repose sur les mécanismes élémentaires de la vision. Parmi les di�érentes primitives
visuelles, on peut citer les bords, les angles, la couleur, la courbure, la direction, les intersections
de lignes,etc. La saillance visuelle, ou saillance attentionnelle, correspond à la détection de
ces primitives visuelles. La �gure 3.2 illustre des exemples de ces primitives visuelle.

De nombreux travaux en vision par ordinateur ont vu le jour en se basant sur l'utilisation
de la saillance visuelle et ont permis de développer di�érents types d'approches dont en
particulier celles relatives à la détection de points d'intérêt. Les points d'intérêt, ou points
caractéristiques, sont généralement utilisés pour la mise en correspondance entre deux images.
Ces points contiennent l'information sur laquelle doit être portée l'attention et permet de
simpli�er le problème de mise en correspondance en restreignant l'appariement uniquement
sur deux nuages de points. A l'origine, la mise en évidence de points d'intérêt a débuté avec
la détection de coins. La dé�nition la plus basique d'un point d'intérêt serait de dire que,
dans une image, un point d'intérêt correspond à des discontinuités dans deux directions de la
fonction d'intensité (ou fonction de ré�ectance) ou par des discontinuités de profondeur. Ces
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discontinuités peuvent être provoquées, comme pour les contours, par les coins, les jonctions
en T (croisements) ou les points de fortes variations de texture. De nos jours, la notion de
point d'intérêt est représentée de manière plus générale. Un point d'intérêt est un point de
l'image qui se caractérise par certaines propriétés :

� il est complètement dé�ni mathématiquement,

� il possède une position précise et unique dans l'image,

� son voisinage local présente une grande richesse d'information,

� il est stable en présence de perturbations locales et globales dans l'espace image (fonction
d'intensité),

� il est invariant aux déformations relatives au changement de perspective (transformation
a�ne, changement d'échelle, rotation, translation) et aux variations d'illumination et
de luminosité

Il existe de nombreux algorithmes d'extraction de points d'intérêt dans une image dans la
littérature. On peut classer ces algorithmes selon trois catégories :

1. Approches par modèle : les positions d'intérêt sont détectées dans une image par mise
en correspondance entre la fonction d'intensité représentant cette même image et un
modèle théorique de cette fonction représentant les positions d'intérêt,

2. Approches par contour : dans ce type d'approche, les positions d'intérêt sont détectées le
long de contours préalablement extraits en considérant les points de courbures maximales
et les intersections de contours,

3. Approches par intensité : l'idée dans cette catégorie d'approche est de rechercher et
d'extraire directement les points de discontinuités dans la fonction d'intensité.

Les approches de la troisième catégorie sont en général les plus utilisées, celles-ci étant
les plus génériques. En e�et, ces méthodes sont indépendantes d'un quelconque détecteur de
contour ainsi que du type de points d'intérêt ce qui leur permet d'être d'une grande stabilité.
Les autres avantages des points d'intérêt par rapport aux détecteurs de contour sont leur
grande robustesse aux occultations (partielles ou totales), ils ne nécessitent aucune opération
de chaînage, ils sont applicables à une grande majorité d'images et ils présentent une source
d'informations plus �able ne possédant aucune contrainte sur la fonction d'intensité. Dans la
suite de cette section, nous décrivons brièvement les principaux détecteurs de points d'intérêt
existants dans la littérature puis, conclurons et justi�erons nos choix.

3.2.1.2 Détecteur de coins de Moravec

Le détecteur de Moravec [Mor77, Mor80] a été développé par Hans P. Moravec en 1977
et est le plus ancien algorithme de détection de points d'intérêt. Moravec dé�nit la notion
de point d'intérêt comme étant une zone de l'image particulière, permettant d'être utilisée
pour l'appariement de régions dans des images consécutives. D'après la dé�nition établie
par Moravec, il agit plus spéci�quement comme un détecteur de coins. En e�et, il dé�nit
un point d'intérêt comme étant une position où il y a une forte variation de la fonction
d'intensité représentant l'image dans certaines directions. Pour calculer ces variations, l'auteur
utilise la fonction d'auto-corrélation dans une fenêtreW correspondant au voisinage immédiat
(typiquement de taille 3x3, 5x5 ou 7x7 pixels). Bien que le terme d'auto-corrélation soit celui
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Figure 3.3 � Représentation des di�érentes situations considérées par le détecteur de
Moravec.

utilisé par l'auteur, le terme utilisé pour détecter les coins est plus précisément la somme du
carré de la di�érence du signal avec lui-même, décalé spatialement.

E(x; y; � x ; � y) =
X

W

(I (xk ; yk) � I (xk + � x ; yk + � y))2 (3.1)

où (xk ; yk) sont les pixels du voisinageW centré en(x; y), I la fonction d'intensité représentant
l'image et (� x ; � y le décalage spatial à valeur dans[� 1; 1]2 (i.e. voisinage proche de8 pixels). Le
terme E(x; y) représente la moyenne du changement d'intensité dans la fenêtreW. L'auteur
dé�nit une fonction de coût, notéC, qui va permettre de détecter les points d'intérêt. La valeur
de cette fonctionC pour chaque pixel correspond à la valeur minimale du termeE(x; y; � x ; � y)
pour les8 décalages possible :

C(x; y) = min E(x; y; � x ; � y) (3.2)

Au �nal, la détection des coins est réalisée en sélectionnant les maxima locaux deC
supérieurs à un seuil �xé.

En considérant les trois di�érentes situations couvertes par le détecteur de Moravec (cf.
�g 3.3), on obtient pour chaque cas :

1. l'intensité est quasi-constante,E(x; y; � x ; � y) � 0

2. pour un déplacement le long dey, E(x; y; � x ; � y) > 0

3. le termeE(x; y; � x ; � y) < 0 pour un déplacement dans toutes les directions

La puissance du détecteur de Moravec réside dans sa simplicité ce qui le rend intéressant
dans une application temps-réel. Cependant, cet algorithme sou�re de nombreuses limitations
corrigées par le détecteur de Harris [HS88] que nous détaillons dans la section suivante.

3.2.1.3 Détecteur de Harris

A�n de corriger les limitations du détecteur de Moravec, Harris propose en1988une version
modi�ée de celui-ci [HS88]. A�n d'obtenir un détecteur isotrope, Harris propose d'utiliser un
développement de Taylor de la fonction d'intensitéI au voisinage du point considéré(x; y).
Soit ! dé�nit par
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! (x; y) =

8
<

:
1 si (x; y) 2 W

0 sinon
(3.3)

L'équation 3.1 se réécrit comme une somme de produit de convolution :

E(x; y; � x ; � y) =
X

x;y
! (xk ; yk) � (I (xk ; yk) � I (xk + � x ; yk + � y))2 (3.4)

Si on considère maintenant le développement de Taylor de l'image :

I (x + � x ; y + � y) � I (x; y) +
h

@I
@x

@I
@y

i
:

"
� x

� y

#

(3.5)

où @I
@x et @I

@y correspondent aux dérivées partielles de l'image qui sont approximées en �ltrant
l'image par convolution avec les masques de Sobel. En combinant 3.5 et 3.4, on obtient :
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La matrice A permet de capturer la structure du voisinage local des pixels de l'image. Elle
correspond à la matrice hessienne évaluée au point(x; y). Une deuxième limitation du détecteur
de Moravec réside dans le choix de la fonction! . La réponse de celui-ci est bruitée en raison
du voisinage rectangulaire considéré et de l'e�et binaire du �ltre choisi (valeur 0 ou 1). Pour
améliorer la réponse du détecteur, Harris propose d'utiliser un �ltre Gaussien pour lisser la
fenêtre de calcul :

! (x; y) = G� (x; y) =
1

p
2�� 2

exp� x 2+ y 2

2� 2 (3.7)

où � correspond à l'écart-type du �ltre Gaussien. En�n, la dernière modi�cation apportée par
Harris permet de réduire la réponse du �ltre sur les contours a�n de privilégier la détection
des coins. Pour cela, Harris propose d'étudier les valeurs propres� 1 et � 2 de la matriceA,
celles-ci étant proportionnelles aux courbures principales de la fonctionE. Comme on peut le
constater sur la �gure 3.4, on considère trois cas distincts :

1. si les valeurs de� 1 et � 2 sont faibles, alors les deux courbures sont faibles et le la fonction
E est constante (la région de l'image correspondante est homogène)

2. si � 1 est largement supérieur à� 2 (ou � 2 est largement supérieur à� 1), alors la courbure
représentée par� 1 (ou � 2) est plus forte que celle de� 2 (ou � 1) et nous sommes en
présence d'un contour
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3. si � 1 et � 2 présentent des valeurs élevées, alors nous sommes en présence d'un coin

Bien que le calcul des valeurs propres résolve la limitation énoncée précédemment, celui-ci
devient coûteux lorsqu'il est appliqué à chaque pixel de l'image. Harris propose une alternative
qui consiste à analyser les valeurs deR dé�ni par :

R(x; y) = det(A(x; y)) � k:trace(A(x; y))2 (3.8)

= � 1� 2 � k:(� 1 + � 2)2 (3.9)

où k 2 [0:04; 0:06] est une constante choisie. Finalement, les points d'intérêt (ou coins) sont
détectés en choisissant les maxima locaux deR supérieurs à un seuil donné.

Figure 3.4 � Représentation de la détection des coins du détecteur d'Harris en fonction
des valeurs propres et de la valeur de R.

Comme précédemment énoncé, le détecteur de Harris améliore le détecteur de Moravec à
la fois en réglant ses limitations, mais en ajoutant des propriétés intéressantes :

� une invariance partielle aux changements linéaires de l'intensité due à l'utilisation des
dérivéesI ! I + b mais également aux changements d'échelles d'intensitéI ! aI

� une invariance à la rotation due à l'utilisation des valeurs propres. Même après rotation,
la forme reste la même et les valeurs propres de la matrice aussi.

Cependant, le principal défaut de ce détecteur est qu'il n'est pas invariant aux changements
d'échelle de l'image (i.e. zoom). Comme on peut le constater sur la �gure 3.5, un point peut
être considéré comme appartenant à un bord ou à un coin selon l'échelle de l'image considérée.

3.2.1.4 Détecteur de Linderberg

Le détecteur deHarris montre d'excellentes performances en comparaison à d'autres
détecteurs. Cependant, comme on a pu le voir dans la section précédente, ces performances
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Figure 3.5 � Illustration représentant la non-invariance aux changements d'échelles de
l'image du détecteur de Harris.

se dégradent lorsqu'un changement d'échelle apparaît entre deux images. Pour pallier à ce
problème,Linderberg proposa en1998un détecteur de point d'intérêt multi-échelles [Lin98]
nomméLoG (Laplacian of Gaussian) qui se base sur une description de l'image dans l'espace-
échelle Gaussien en utilisant l'opérateurLaplacien. Le Laplacien d'une image permet de
mettre en évidence des changements rapides d'intensité en étudiant les zéros de la fonction, ce
qui en fait un opérateur adapté à la détection de régions d'intérêt comme dé�ni précédemment.
C'est un opérateur di�érentiel scalaire d'ordre2 qui, dansR2, est dé�ni par :

� I (x; y) =
@2I
@x2

+
@2I
@y2

(3.10)

La représentation de l'imageI à une certaine échelle� est notéeL � et correspond à la
convolution deI par une Gaussiennenoté G� d'écart-type � :

L � = ( G� � I )(x; y) (3.11)

avec

G� (x; y) =
1

�
p

2�
exp� x 2+ y 2

2� 2 (3.12)

Cette représentation de l'image correspond à une opération de �ltrage de celle-ci pour ne
garder que les détails supérieurs à� . D'après la dé�nition du Laplacien (c.f. equation 3.10),
il correspond à la somme des dérivées partielles d'ordre2 de la fonction d'intensité. Or,
l'opérateur peut directement être calculé à partir deI par convolution avec l'opérateurLoG� .
Cela signi�e que l'on peut dé�nir préalablement l'opérateurLoG� que l'on peut directement
convoluer à l'imageI :

� L � (x; y) =
@2

@x2
L � (x; y) +

@2

@y2
L � (x; y) (3.13)
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Figure 3.6 � Les extremums sont détectés en comparant un pixel (marqué par une croix
noire) à ses 26 pixels voisins dans une région 3x3 des échelles actuelles et adjacentes
(marqué par les cercles)

Une région d'intérêt pour un facteur d'échelle� �xé est dé�nie comme étant un extrema
local (minima et maxima) de la fonction� L � (x; y) dans l'espace(x; y). La taille des régions
d'intérêt n'étant pas connue d'avance, une détection multi-échelles est nécessaire. Pour ce
faire, on considère l'opérateurLaplacien normalisé par le facteur d'échelle� :

� N L � (x; y) = � 2� L � (x; y) (3.15)

Une fois leLaplacien normalisé� N L � calculé sur un ensemble d'échelles (i.e. pour di�érentes
valeurs de� ), la détection des régions d'intérêt est e�ectuée en extrayant les extrema locaux
sur un voisinage direct de26 pixels (voir �gure 3.6) de la fonction � N L � . L'intérêt principal
de cette méthode est de pouvoir palier au problème de changements d'échelles des précédents
détecteurs et ainsi permettre de détecter des régions d'intérêt à la fois en termes de position
(x; y) mais également en termes d'échelle� .

3.2.1.5 Détecteur de Harris-Laplace

Cette méthode, introduite par Mikolajczyk et Schmid [MS01], est une méthode multi-
échelle permettant de résoudre le problème de la non-invariance aux changements d'échelle
du détecteur de Harris en considérant désormais un espace à trois dimensions. L'avantage de
cette méthode est qu'elle tire parti à la fois des bonnes performances du détecteur deHarris,
mais également de l'aspect multi-échelle proposé parLinderberg dans son détecteurLoG.
Soit L � E , la fonction représentant l'imageI à l'échelle� E (c.f. équation 3.11). La matrice
A originalement dé�nie par le détecteur deHarris dans l'équation 3.6 se dé�nit maintenant
comme :

A(x; y; � E ; � I ) = � 2
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Dans un premier temps, l'approche détecte pour chaque échelle les points d'intérêt au sens du
détecteur deHarris, c'est à dire en mettant en évidence les maxima locaux de l'équation 3.8
en utilisant la matrice A dé�nie par l'équation 3.16. Puis, pour chacun de ces points d'intérêt,
ceux correspondant à un extremun local au sens du détecteur deLinderberg sont �nalement
retenus comme points d'intérêtHarris-Laplace.

3.2.1.6 Détecteur SIFT

L'algorithme SIFT (Scale Invariant Feature Transform) a été proposé par David Lowe
[Low04] en 2004 et comporte deux algorithmes principaux : le premier permet de détecter des
points d'intérêt dans une image dans un espace discret autrement appelé espace des échelles
qui comporte à la fois les coordonnées cartésiennesx et y, mais également le facteur d'échelle
� comme pour le détecteur deLinderberg (c.f. 3.2.1.4) ; le second, permet quant à lui de
décrire numériquement la texture du voisinage des points d'intérêt détectés dans la première
étape. De la même manière que le détecteur deLinderberg, la première étape consiste en une
convolution de l'image notéI par un noyau gaussien d'écart type� (c.f. équations 3.11, 3.12)
et permet de lisser l'image originale pour ne garder que les détails dont le rayon est supérieur
à � . A l'instar du détecteur de Linderberg qui utilise l'opérateur Laplacien normalisé par
le facteur d'échelle, la détection de points d'intérêtSIFT s'e�ectue en étudiant l'image des
di�érences de Gaussiennes (DoG) notéeD(x; y; � ) qui peut être assimilée à une approximation
des laplaciens.

D(x; y; � ) = L(x; y; k� ) � L(x; y; � ) (3.17)

où k correspond au paramètre permettant de régler la �nesse de l'espace des échelles voulue.
L'auteur conclut de manière empirique qu'une valeur dek =

p
2 se révèle être adaptée. Cette

opération agit à la manière d'un �ltre passe bande, c'est à dire seuls les objets observables
dans des facteurs d'échelle qui varient entre� et k� sont retenus. Un point clef est dé�ni
comme un extrémum (maximum ou minimum) local de la fonctionD(x; y; � ) en x, y ou �
(voir �gure 3.6). En un point (x; y; � ) donné, la valeurD(x; y; � ) est comparée à celle de ses
26 voisins (les8 de la même échelle plus les2 � 9 des échelles adjacentes). Le voisinage est
donc dé�ni de façon rigoureuse par :

(x + � x ; y + � y; s � � )=�x 2 f� 1; 0; 1g; � y 2 f� 1; 0; 1g; s 2 f k� 1; 1; kg (3.18)

A�n d'accélérer les calculs, Lowe propose de construire une pyramide d'images qui corres-
pondent à l'image observée à di�érents facteurs d'échelle. L'intérêt principal de cette méthode
qu'elle permet de débuter l'algorithme d'extraction de points d'intérêt des détails les plus �ns,
pour �nir vers des détails plus grossiers. De plus, le nombre de convolutions à e�ectuer sur un
même octave est constant. L'évolution du facteurk entre les di�érents octaves correspond
à une suite géométriquef � 0; k� 0; k2� 0; :::g aveck = 2. Celle-ci permet la comparaison des
valeurs des images desDoG entre les octaves sans avoir à utiliser de facteur de normalisation.
Une fois la détection des extrémums e�ectuée, les deux étapes suivantes consistent en une
amélioration de leurs précisions dans l'espace à3 dimensions(x; y; � ). Dans un premier temps,
une interpolation de la fonctionDoG D(x; y; � ) à l'aide d'un développement de Taylor à
l'ordre 2 est faite à partir des coordonnées du point clé candidat(x; y; � ) :

D(x) = D +
@DT

@x
+

1
2

xT @2D
@x2

x (3.19)
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La position précise de l'extremum̂x est déterminée en résolvant l'équation suivante :

x̂ = �
@2D
@x2

� 1 @D
@x

(3.20)

Une réponse dêx supérieur à0:5 dans une des trois directions(x; y; � ) implique que le
point clé considéré est plus proche d'un des voisins et conduit à mettre à jour sa position à
partir de laquelle, une nouvelle interpolation est e�ectuée (jusqu'à l'obtention de sa stabilité
dans l'espace des échelles discret). Une fois l'extraction des extrema stables e�ectuée, ceux
correspondant à des contours sont supprimés. En e�et, la fonctionD(x) prend des valeurs
élevées à ces positions particulières, pouvant donner des extrema instables suite, par exemple,
à un changement brusque de luminosité. Un point clé candidat à sa suppression est caractérisé
par le fait que sa courbure le long du contour sur lequel il est positionné est beaucoup plus
élevé que sa courbure dans la direction orthogonale. De façon identique à la méthode de Harris
(c.f. 3.2.1.3), l'estimation de la courbure principale est représentée par les valeurs propres de
la matrice HessienneH :

H =

"
Dxx Dxy

Dxy Dyy

#

(3.21)

Nous nous intéressons plus particulièrement au rapportr = � 1
� 2

des valeurs propres deH . Un
point clé candidat sera gardéssi la condition suivante est respectée :

tr (H )2

det(H )
=

(r + 1) 2

r
<

(r thresh + 1) 2

r thresh
(3.22)

avecr thresh un seuil �xé à 10 dans l'algorithme original [Low04], tr = � 1 + � 2 la trace de la
matrice H et det = � 1� 2 le déterminant de la matriceH . Si cette condition n'est pas respectée,
cela signi�e que le point clé candidat est situé le long d'une arrête, il est dans ce cas rejeté.

La dernière étape de l'algorithme de détection de points d'intérêtSIFT est constituée par
le calcul de l'orientation a�n d'en assurer l'invariance. Soit un point d'intérêtP(x0; y0; � 0), le
calcul de l'orientation principale s'e�ectue surL(x; y; � 0), c'est à dire le gradient du facteur
d'échelle dont le paramètre� 0 correspond au plus proche facteur d'échelle du point d'intérêt.
Pour ce faire, le gradient est estimé pour chaque pixel dans le voisinage du point d'intérêt.

m(x; y) =
q

(L(x + 1; y) � L(x � 1; y))2 + ( L(x; y + 1) � L(x; y � 1))2 (3.23)

� (x; y) = tan � 1

 
L(x; y + 1) � L(x; y � 1)
(L(x + 1; y) � L(x � 1; y)

!

(3.24)

Un histogramme est calculé à partir du voisinage direct du point d'intérêt avec un pas de10
degrés permettant d'obtenir36 échantillons pondérés par leur amplitudem(x; y) ainsi que par
une fenêtre gaussienne de paramètre1:5� 0 (c.f. �gure 3.7). Seules les orientations supérieures
ou égale à80 % de la valeur maximale sont prises en considération. L'orientation maximale
est associée au point d'intérêt alors que les autres orientations donnent lieu à la création de
nouveaux points d'intérêt. Au �nal, un point d'intérêt est dé�ni par les paramètres (x; y; �; � ).

Pour chaque point d'intérêt appartenant à l'ensemblePk(x; y; �; � ), 0 < k < N � 1 détecté,
un descripteur traduisant numériquement la texture dans son voisinage est calculé sur l'image
�ltrée possédant le paramètre� le plus proche de celui du point d'intérêt. La première étape
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Figure 3.7 � Histogramme des orientations permettant le calcul de l'orientation prin-
cipale du point d'intérêt SIFT

consiste en un changement des coordonnées locales en e�ectuant une rotation d'angle égale à
l'orientation principale du point d'intérêt en sens opposé dans le but de garantir l'invariance à
la rotation du futur descripteur. On considère ensuite une zone de16x16 pixels centrée autour
de la position du point d'intérêt (x; y), laquelle est divisée en4x4 zones de16 pixels chacune.
Un histogramme des orientations comprenant 8 intervalles est ensuite calculé sur chacune de
ces zones de la même manière que dans les équations 3.23 et 3.24. Les16 histogrammes à8
intervalles sont ensuite concaténés et normalisés puis, dans le but de diminuer la sensibilité
aux changements de luminosité des descripteurs �naux, les valeurs sont plafonnées (à0:2 dans
l'article originale) puis renormalisées pour obtenir un descripteur de dimension128.

Au �nal, un jeu de points d'intérêt Pk(x; y; �; � ), 0 < k < N � 1 ainsi qu'un ensemble de
descripteursHk(b; i), 1 < b < 128et 0 < i < 1 associé à chacun de ces points sont obtenus.

3.2.1.7 Conclusion

Dans le cadre de l'approche proposée, et après avoir testé di�érents types de détecteurs,
l'algorithme SIFT se trouve être le choix le plus adéquat dans le cadre d'un contexte maritime.
L'approche que nous proposons consistant en l'étude de la variation de la texture à des zones
particulières des images vidéo impose de pouvoir retrouver ces zones dans l'ensemble des
images, ce que permet la méthodeSIFT grâce à son fort pouvoir discriminant, sa robustesse
aux di�érentes transformations et à sa répétabilité. En e�et, ne possédant aucun apriori
sur la taille, la distance ou encore le nombre d'objets présents dans la scène, l'utilisation
de l'approche pyramidale contenue dans la détection des points d'intérêtSIFT permet de
garantir le caractère générique quant à l'ensemble des zones détectées. Cette caractéristique
augmente les chances de détecter des points d'intérêt sur des objets de taille di�érente.

3.2.2 Suivi de point d'intérêt vidéo

La première étape de notre approche consiste à détecter sur les images un ensemble
Pk(x; y; �; � ) de points d'intérêt SIFT localisés à la fois sur les objets et sur le fond marin.
Pour chacun de ces points d'intérêt, un descripteurSIFT est calculé pour capturer l'information
contenue dans le voisinage. Dans le but de garantir une stabilité de l'information dans les zones
contenant les objets à détecter, nous avons légèrement modi�é le descripteur original. Dans
un premier temps, le descripteurSIFT est convolué avec un noyau gaussien1D d'écart-type
� = 2 dans le but de lisser l'information et ainsi éviter la présence de zéros. Les points d'intérêt
étant suivis au long terme dans la vidéo, l'objectif second de cette étape est de �ltrer les
descripteurs, diminuant ainsi l'in�uence du bruit ou de quelconques perturbations pouvant
entraîner des imprécisions dans l'analyse de leurs variations. La seconde étape consiste en une
transformation des descripteursSIFT en densité de probabilité via une simple normalisation :
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Hnorm (b; i) =
H (b; i)

P B
b=1 H (b; i)

(3.25)

avecB = 128.
L'objectif étant d'étudier les variations de textures à des zones particulières au cours du

temps, cela implique le suivi de ces zones dans le �ux vidéo. Chaque point d'intérêt extrait est
suivi individuellement à l'aide d'un �ltre de Kalman utilisant le �ot optique. Ce traitement
épars permet de réduire considérablement les temps de calcul en ne traitant uniquement
que les zones d'intérêt (cf. 3.2.1). Le calcul du �ot optique permet de calculer le mouvement
apparent des pixels entre deux images consécutives, ce mouvement pouvant être provoqué soit
par le déplacement des objets dans la scène, soit par le déplacement de la caméra. L'utilisation
d'un �ltre de Kalman permet de corriger les potentielles erreurs d'estimation du �ot optique
en "lissant" la position et la vitesse des points d'intérêt SIFT au cours du temps. L'utilisation
combinée de ces deux algorithmes permet l'estimation des positions des points d'intérêt avec
une précision sous-pixélique dans chaque image de la vidéo. Une dernière étape consiste en
un appariement des points d'intérêt estimés à l'imageI (t) avec les nouveaux points d'intérêt
détectés à l'imageI (t + T), T correspondant au pas inter-image. Les détails des di�érentes
étapes sont présentés dans les sections suivantes.

3.2.2.1 Filtre de Kalman

L'utilisation du �ltre de Kalman a pour but de renforcer le suivi à long terme des points
d'intérêt. L'estimation du �ot optique pouvant être assujettie au bruit et par conséquent
in�uencer négativement l'estimation du déplacement des points d'intérêt, nous dé�nissons
le vecteur d'état du �ltre noté Yt = ( x t ; yt ; ut ; vt )T qui consiste en une simple concaténation
de la position sous-pixelliquex = ( x t ; yt ) d'un point d'intérêt SIFT et de son vecteur vitesse
2D d(x) = ( ut ; vt ) dont seule une version bruitée, notéeZ t , est disponible. Ainsi, le modèle
dynamique d'un point d'intérêt SIFT s'écrit comme :

8
>>>>>>>><

>>>>>>>>:

x t+1 = x t + ut + � (1)
t+1

yt+1 = yt + vt + � (2)
t+1

ut+1 = ut + w(1)
t+1

vt+1 = vt + w(2)
t+1

Z t+1 = Yt+1 + Wt+1

(3.26)

où � (1)
t+1 , � (2)

t+1 , (1)
t+1 , et w(2)

t+1 représentent quatre variables aléatoires Gaussiennes indépendantes,
WT un vecteur aléatoire Gaussien de dimension4 et le dernier indicet = 0; 1: : : représente le
numéro de l'image. Dans le but d'éviter la suppression potentielle de points d'intérêt "objet",
les premièresK images vidéo sont exclusivement utilisées à l'initialisation du �ltre de Kalman
pour chaque nouveau point d'intérêtSIFT grâce au calcul du �ot optique décrit ci-dessous.

3.2.2.2 Estimation du �ot optique

De nombreux algorithmes permettant le calcul du �ot optique sont disponibles dans l'état
de l'art. On peut les séparer en deux grandes familles :
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1. le calcul dense correspondant à l'estimation globale du déplacement de tous les pixels
de l'image. Les algorithmes de cette famille permettent généralement d'obtenir une plus
grande précision d'estimation mais sont très coûteux en ressources,

2. le calcul épars, qui estime localement le déplacement d'un pixel grâce au voisinage. Les
résultats sont obtenus plus rapidement mais sont moins précis.

A�n de garantir une précision su�sante pour permettre un suivi à long terme des zones,
nous avons décidé d'utiliser l'algorithme proposée dans [Far03] qui permet de calculer de
manière dense le mouvement apparent des pixels entre deux images consécutives.

Pour calculer le �ot optique, l'algorithme se base sur deux hypothèses principales :

1. l'intensité des pixels d'un objet ne change pas entre deux images consécutives,

2. les pixels voisins possèdent un mouvement similaire.

L'auteur propose d'approximer localement l'image1 par un polynôme de Taylor d'ordre2,
noté f 1(x) dé�ni par :

f 1(x) = xT H 1x + gT
1 x + c1 (3.27)

où x = ( x; y)T correspond aux coordonnées locales,H 1 la matrice Hessienne etg1 le vecteur
gradient :

H 1 = H 1(x) =

 
� 2I (x)=�x 2 � 2I (x)=�x�y

� 2I (x)=�x�y � 2I (x)=�y2

!

(3.28)

g1(x) =
�!
r I (x) =

 
�I (x)=�x
�I (y)=�y

!

(3.29)

En s'appuyant sur les hypothèses faites précédemment, on considère une translation
idéale du polynôme, représentant le déplacement du signal décrivant localement la fonction
d'intensité entre deux images successives. Soit

f 2(x) = f 1(x - d ) (3.30)

= ( x - d )T H 1(x - d ) + gT
1 (x - d ) + c1

= xT H 1x + ( g1 � 2H 1d) + dT H T
1 d � gT

1 d + c1

= xT H 2x + gT
2 x + c2

le polynôme décrivant la translation idéaled opérée parf 1(x). La mise en correspondance
des coe�cients des polynômes permet de résoudre l'équationb2 = b1 � 2A 1d pour d ssi la
matrice hessienne de l'image 1H 1 n'est pas singulière. Dans ce cas,

d = �
1
2

H � 1
1 (g2 � g1) (3.31)

Dans un premier temps, l'auteur règle les paramètres de l'équation en prenant en compte
les approximations reliées aux hypothèses de départ. La première approximation concerne
l'égalité des matrices Hessiennes entre deux images successives, induite par l'hypothèse selon
laquelle l'intensité des pixels d'un objet entre deux images successives est identique. D'après
l'eq. 3.30,H 1 = H 2 or cette égalité n'est vraie que dans le cas d'un monde parfait, dans lequel
aucun bruit ne serait présent. L'auteur propose alors de calculer la moyenne tel que
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H =
H 1(x) + H 2(x)

2
(3.32)

et introduit également

� g(x) = �
1
2

(g2(x) � g1(x) ) (3.33)

pour �nalement obtenir l'équation

H(x)d(x) = � g(x) (3.34)

La seconde approximation concerne plus particulièrement l'uniformité du déplacement d'un
pixel avec son voisinage. Cette hypothèse permet d'introduire la notion de champ de déplace-
ment et ainsi d'utiliser les proches voisins de chaque pixel pour l'estimation du �ot optique.
L'auteur propose de pondérer le voisinage de chaque pixelp(x) par un noyau Gaussien2D noté
! (x) dans le but de réduire l'impact de cette approximation et ainsi, de diminuer l'in�uence
des pixels lointains en attribuant un poids plus important aux pixels proches dep. Trouver
d(x) revient �nalement à minimiser la fonctionnelle suivante :

X

� x 2 I

! (� x )jjH (x + � x )d(x) � � g(x + � x )jj 2 (3.35)

En utilisant la méthode des moindres carrés dans le cadre d'un modèle linéaire, le minimum
est obtenu par

d(x) =

0

@
X

� x 2 I

! (� x )H (x + � x )T H (x + � x )

1

A

� 1
X

� x 2 I

! (� x )H (x + � x )T � g(x + � x ) (3.36)

L'algorithme est implémenté de manière pyramidale. Ce type d'implémentation est très
largement utilisé dans la littérature pour permettre d'estimer de façon plus précise et de
manière itérative, les di�érents paramètres recherchés. Dans le cas de l'algorithme proposé
dans [Far03], le principe est le suivant : une succession d'échellesE i est créé, chacune d'entre
elles correspondant à un niveau de sous-échantillonnage et de �ltrage de l'image originaleI orig ,
la première échelle étant cette même image originale. Le passage d'une échelleE i à l'échelle
suivanteE i +1 consiste dans un premier temps à �ltrer l'image originale avec un noyau Gaussien
K (�; k� ). Cette étape a pour objectifs d'agir comme un �ltre passe bas et ainsi de lisser
l'image pour ne garder que les détails inférieurs àk� mais également de diminuer l'in�uence
du bruit. La seconde étape permet de sous échantillonner l'image �ltrée pas un facteur2 le
long de chaque direction. On obtient au �nal une diminution de la résolution de l'image d'un
facteur 4 entre chaque échelle. Si on considère que l'image originale correspondant à l'échelle
E0 possède une résolutionR0, la résolution de l'échelleE1 sera deR0

4 , celle de l'échelleE1

sera R1
4 = R0

16 , etc... Par cette approche multi-échelle on permet à l'algorithme d'estimer aussi
bien de faibles déplacements que de grands déplacements. L'estimation commence à l'échelle
ayant la résolution la plus basse ce qui permet d'obtenir une première estimation grossière du
déplacement. Ce résultat est propagé à l'échelle suivante pour obtenir une précision de plus en
plus �ne du vecteur d(x) et cela, jusqu'à l'échelle correspondant à l'image originale. L'étape
de propagation entre deux échelles successives s'appuie sur la notion de connaissance a priori
du déplacement. Comme souligné par l'auteur, l'hypothèse selon laquelle les deux polynômes
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évalués aux mêmes coordonnées dans les images successives sont identiques à un déplacement
près constitue une approximation de la réalité. En e�et, les approximations polynomiales sont
des modèles locaux qui introduisent des erreurs lors de variations spatiales, ces erreurs étant
d'autant plus importantes que le déplacement est grand. La connaissance a priori du vecteur
d(x) noté ~d(x) permet de comparer le polynômef 1 évalué enx avec le polynômef 2 évalué
en x + ~d. Ce processus permet de grandement réduire les erreurs en estimant plus que le
déplacement relatif entre la position réellex et l'estimé arrondiex + ~d.

On peut donc remplacer les équations eq. 3.32 et eq. 3.33 par

H(x) =
H 1(x) + H 2

~(x)
2

(3.37)

� g(x) = �
1
2

(g2
~(x) � g1(x) ) + H(x) ~d(x) (3.38)

avec ~x = x + ~d(x)
On peut noter que le calcul du �ot optique étant basé sur l'inversion de la matrice

Hessienne, il est nécessaire que celle-ci soit bien conditionnée ce qui est le cas pour des points
d'intérêt détectés par l'algorithmeSIFT (cf. [Low04, Far03] pour plus de détails). On obtient
au �nal une estimation robuste du déplacement de chaque point d'intérêtSIFT noté P(x; y; t )
pour chaque image de la vidéo.

P(x; y; t + T) = P(x + u; y + v; t) (3.39)

3.2.2.3 Appariement des points d'intérêt

Une fois que la position des points d'intérêt est prédite de l'imageI (t) à I (t + T) à l'aide
de l'estimation du �ot optique et de la prédiction parallèle du �ltre de Kalman, une dernière
étape consiste en un appariement de ces points avec les nouveaux points d'intérêt détectés à
l'image I (t + T). Cette association temporelle permet de garantir leur suivi au long terme
et ainsi d'évaluer plus e�cacement la variation de la texture dans leur voisinage. Comme
précédemment évoqué, lors de la première détection d'un point d'intérêt, lesK premières
images de la vidéo sont utilisées pour la convergence du �ltre de Kalman. L'appariement d'un
point d'intérêt peut donc s'e�ectuer de 2 façons di�érentes dépendamment de l'initialisation
ou non du �ltre de Kalman pour ce point d'intérêt.

3.2.2.3.1 Cas n °1 : Appariement d'un point d'intérêt non initialisé Dans le cas
où le �ltre de Kalman n'a pas été initialisé (t < K ), un appariement entre un point d'intérêt
prédit noté P1(x1 + u; y1 + v) et un nouveau point d'intérêt notéP2(x2; y2) est e�ectué si la
distance Euclidienne les séparant est inférieure à un seuilT1 :

 
x1

y1

!

=

 
x2

y2

!

si D(P1; P2) � T1 (3.40)

avec

D(P1; P2) =
q

(y2 � (y1 + v))2 + ( x2 � (x1 + u))2 (3.41)

Dans le cas où il y a appariement, nous e�ectuons une mise à jour de la position du point
d'intérêt P1 avec celle deP2. Durant cette étape, la nouvelle mesure de la position(x2; y2)T
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et du �ot optique à cette même positiond(x2; y2) (d = ( u; v)T ) constitue la nouvelle mesure
du �ltre de Kalman ( cf equation 3.26). Dans le cas contraire où aucun point d'intérêt n'est
candidat, cela signi�e soit que pour cette image particulière, le point d'intérêt n'a pas pu être
détecté par l'algorithmeSIFT, conséquence d'un masquage de la région concernée, soit que
l'estimation de la nouvelle position est erronée. Nous forçons alors la mise à jour du point
d'intérêt avec sa propre position prédite par le �ot optique permettant de donner une chance
supplémentaire d'appariement futur :

 
x1

y1

!

=

 
x1 + u
y2 + v

!

(3.42)

3.2.2.3.2 Cas n °2 : Appariement d'un point d'intérêt initialisé Dans le cas où le
�ltre de Kalman a été initialisé ( t > = K ), nous proposons un appariement basé sur l'erreur
potentielle dans l'estimation du déplacement du point d'intérêt par le �ot optique. Comme
mentionnée dans la section Sec. 3.2.2.1, la mise en place d'un suivi parallèle des points d'intérêt
par un �ltre de Kalman a pour but de robusti�er l'estimation de leurs déplacements au cours
du temps, notamment dans les cas ou l'algorithme deFarnebackaurait e�ectué une mauvaise
estimation due par exemple au bruit présent dans l'image à cet instant. En e�et, la trajectoire
lissée estimée par le �ltre de Kalman permet de garantir le bon suivi des points d'intérêt sur
le long terme. Le processus d'appariement est le suivant : Nous calculons l'erreur en position
commise par l'estimation du �ot optique en mesurant l'écart en distance entre la position
du point d'intérêt estimée par le �ot optique noté POF (x1; y1) de la position ce même point
d'intérêt estimée par le �ltre de Kalman notéPKF (x2; y2) :

D(POF ; PKF ) =
q

(y2 � y1)2 + ( x2 � x1)2 (3.43)

Nous dé�nissons ensuite un seuil notéT2 pour juger de la con�ance de l'estimation du �ot
optique basé sur la matrice d'estimation a posteriori de la covariance de l'erreur du �ltre de
Kalman noté P :

P =

0

B
B
B
@

� x 0 0 0
0 � y 0 0
0 0 � u 0
0 0 0 � v

1

C
C
C
A

(3.44)

ou � x , � y correspondent à la variance de l'erreur a posteriori sur l'estimation de la position et
� u, � v correspondent à la variance de l'erreur a posteriori sur l'estimation du déplacement. Le
seuil est alors dé�ni tel que :

T2 = C � (� x + � y) (3.45)

ou C est une constante permettant de régler la �nesse désirée du seuil.
Dans le cas oùD(POF ; PKF ) < = T2, c'est à dire dans le cas où l'estimation du déplacement

réalisée par le �ot optique est considérée comme bonne, nous e�ectuons l'étape de correction
du �ltre de Kalman avec comme nouvelle mesure la positionPOF (x; y) et le vecteur de
déplacementd(x; y) (d = ( u; v)T ) associé à cette même position. Nous obtenons la nouvelle
position corrigée par le �ltre de Kalman du point d'intérêt Pcor (xcor ; ycor ) avec laquelle nous
e�ectuons la procédure décrite dans le cas n°1 Par. 3.2.2.3.1 à savoir le test d'appariement
avec des nouveaux points d'intérêt détectés à l'imageI (t + T). Dans le cas contraire, à savoir
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D(POF ; PKF ) > T 2, l'estimation du déplacement du point d'intérêt réalisée par le �ot optique
est biaisée. La position du point d'intérêt est alors mise à jour avec la position prédite par
le �ltre de Kalman PKF (xKF ; yKF ). Cette valeur corrigée est ensuite utilisée pour e�ectuer
l'appariement décrit dans le cas n°1 (c.f. paragraphe Par. 3.2.2.3.1).

 
x1

y1

!

=

 
xKF

yKF

!

(3.46)

L'utilisation conjointe de l'algorithme de Farneback[Far03] et du �ltre de Kalman nous
permet d'obtenir la position précise des points d'intérêt dans chaque image d'un �ux vidéo. La
précision est d'autant plus grande lorsqu'un point d'intérêt appartient à un objet. L'objectif
principal étant d'étudier les variations de textures dans le voisinage des points d'intérêtSIFT,
cette précision nous garantit de comparer deux descripteursSIFT de la manière la plus
exacte et rigoureuse possible améliorant considérablement les résultats obtenus dans les étapes
suivantes de notre approche.

3.2.3 Analyse de la rigidité d'un point d'intérêt et classi�cation

Comme mentionné précédemment, la classi�cation d'un point d'intérêtSIFT comme
objet versus fond est basée sur l'estimation de la variation long terme de la dynamique
du descripteur SIFT. Nous proposons d'utiliser la Divergence de Kullback-Leibler qui, à
l'origine, permet de mesurer la dissimilarité entre deux distributions de probabilités. Nous
avons transformé cette métrique en pseudo distance (noté dans la suite KL) comme mesure
de la variation de texture d'un point d'intérêt SIFT a�n de caractériser la rigidité de celui-ci.
De plus, en basant la mesure de rigidité sur une pseudo-distance entre deux descripteurs
SIFT normalisés, nous garantissons l'invariance aux principales déformations géométriques
communes des objets. A�n de garantir une mesure symétrique et robuste nous proposons
une version modi�ée de la distance KL. Celle-ci prend en compte la présence possible de
valeurs proches de zéro ainsi que les légers décalages dans2 descripteurs SIFT normalisés
(dus au bruit et à la discrétisation). Ainsi, supposons deux distributions de probabilitésP et
Q, et dé�nissons la mesure de divergence entreP et Q commeDKL (PjjQ) =

P
i D i (P; Q) où

8i = 1; : : : ; 128 :

D i (P; Q) = inf
� �

�
�P(i ) log

P(i )
Q(i )

�
�
� ;

�
�
�Q(i ) log

Q(i )
P(i )

�
�
�

�

La robustesse deDKL (PjjQ) réside dans le fait que, quelque soit un couple de nombres
réels positifsx et y, si inf f x; yg ! 0 alors inf fj x log x

y j; jy log y
x jg ! 0, de ce fait, réduisant les

contributions de deux couples distincts d'échantillons deP et de Q, respectivement. Ensuite,
prenons arbitrairement un point d'intérêt SIFT au temps t, et notons Pt son descripteur
SIFT normalisé. Une implémentation en temps réel de la formule ci-dessus est obtenue en
propageant simplement le descripteur le long des images via l'astuce de la moyenne mobile
selon le schéma de mise à jour suivant :

D̂KL (t) =

8
<

:
DKL (P1jjP0); si t = 1

�D KL (Pt jjPt � 1) + (1 � � )D̂KL (t � 1); t = 2; : : :

où � 2 (0; 1) représente un paramètre réel que nous avons réglé expérimentalement à0:1.
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La dernière étape est constituée par la classi�cation de chaque point d'intérêtSIFT ainsi
pisté, suivant qu'il appartient à un objet ou au fond en se basant sur la valeur estimée de
D̂KL (t). De nombreux algorithmes de classi�cation existent dans l'état de l'art. Dans notre cas,
nous avons utilisé l'algorithme espérance-maximisation (EM) [DLR77]. Cet algorithme proposé
par Dempster et al.permet de trouver, de manière itérative, les paramètres du maximum
de vraisemblance d'un modèle probabiliste, permettant la classi�cation automatique des
données. Dans notre cas, nous cherchons à trouver les paramètres du modèle représentant la
classe objet dans le but de la séparer des autres modèles et plus particulièrement de celui
représentant la classe du fond. Plus précisément, nous cherchons la classe pour laquelle les
valeurs de la pseudo-distance deKullback Leibler sont les plus faibles, correspondant aux
points d'intérêt ayant subi le moins de déformations au cours du temps. En e�et, en limitant
la recherche à2 modèles, le risque de voir apparaître des faux positifs dans la classe "objet"
augmente. A l'inverse, en augmentant le nombre de modèles, nous nous exposons à une
surestimation pouvant mener à un résultat comportant un trop grand nombre de classes. Il
est donc nécessaire de mettre en ÷uvre une méthode d'estimation du nombre "optimal" de
modèles. Dans notre approche, nous avons utilisé le critère d'information d'Aikaike [Aka73]
noté AIC qui permet de mesurer la qualité d'un modèle statistique. Dans sa version originale,
le critère est dé�ni par :

AIC = 2c � 2 ln(L) (3.47)

où c est le nombre de paramètres à estimer etL est le maximum de la fonction de vraisemblance
du modèle. Le terme� 2ln(L) de l'équation 3.47 correspond à la déviance du modèle et permet
d'éviter le phénomène de surestimation en pénalisant d'autant plus le critère que celui-ci
contient un nombre important de paramètres. Dans le cadre de notre approche, nous avons
modi�é ce critère pour évaluer la qualité d'un modèle selon la variance estimée d'un modèle
Gaussienpar rapport à la variance réelle des données� D . Ne connaissant pas la variance
réelle des données, nous proposons d'en obtenir une estimation en utilisant l'algorithmeEM
en choisissant un nombre de modèlesGaussiensélevé (C > = 7). Le critère devient ainsi :

AIC c = � c + 2 � c � � D ; (3.48)

ou � c représente la variance estimée des donnéesD par l'algorithme EM pour c modèles.

Algorithm 1 Algorithme de classi�cation par sélection du critère d'Akaike

Donnée d'entrée 1 : donnéesD représentant les pseudo-distances de Kullback-Leibler de
l'ensemble des points d'intérêt
Donnée d'entrée 2 : variance réelle estimée des données� D

Donnée d'entrée 3 : nombre de classe minimale à estimer :Cmin

Donnée d'entrée 4 : nombre de classe maximale à estimer :Cmax

for c = Cmin à Cmax do
Classi�cation par algorithme EM avecc classes
Calcul de l'AICc = � c + 2 � c � � D

end for
Sélection du modèleM possédant le critère d'information d'Aikaike minimal
Sortie : classi�cation des donnéesD selon le nombre de classes du modèleM
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3.3 Détection par groupement perceptuel

La dernière étape de l'algorithme correspond à la détection des objets à partir du résultat
de l'étape précédente constitué d'un ensemble de points d'intérêt. Pour ce faire nous allons
dé�nir un critère permettant de regrouper ces ensembles de points en objets. Nous avons
dans un premier temps évaluer un simple critère basé sur la distance euclidienne. Celui-ci
s'est avéré e�cace pour des objets géographiquement éloignés mais s'est trouvé pris en défaut
pour des objets proches. Suite à ces résultats, nous avons mis en place3 méthodes basées sur
des hypothèses di�érentes. La première méthode repose sur l'hypothèse de la cohérence de
l'estimation du déplacement apparent dans le voisinage des points d'intérêt classi�és comme
objet. La seconde méthode s'appuie sur l'hypothèse qu'à des échelles �nes de l'image, les objets
possèdent un plus grand nombre de discontinuités que le fond marin. La troisième approche
utilise un réseau de neurones convolutif dans lequel on injecte un ensemble de propositions
générées à partir des points d'intérêt classi�és comme objet. Dans la suite de cette section,
nous présentons avec plus de détails les3 méthodes.

3.3.1 Détection par analyse de la cohérence du �ot optique

Comme précédemment introduit, la première méthode que nous avons mis en place pour
la détection �nale consiste à regrouper les points d'intérêt classi�és comme objets en se basant
sur l'hypothèse selon laquelle il existe une cohérence en termes de déplacement apparent des
pixels situés sur un même objet. En e�et, sous l'hypothèse de rigidité spatio-temporelle des
objets présents dans le �ux vidéo, l'ensemble des pixels dé�nissant un même objet possède
un déplacement similaire. Cette hypothèse se traduit dans notre cas par une similitude de
l'estimation du �ot optique de tous les points d'intérêt situés sur les objets ainsi que de leurs
voisinages. L'algorithme développé ici fait partie de la classe des algorithmes de segmentation
par croissance de région, dont le but originel est d'obtenir une segmentation de l'image au
niveau pixellique en examinant le voisinage d'une "graine initiale" qui peut être dé�ni comme
un pixel unique ou un groupe de pixels. A partir de cette graine, l'algorithme détermine grâce
à un ou des critères prédé�nis si les pixels voisins doivent être ajoutés à la région caractérisant
cette même graine initiale. Ce processus est e�ectué de manière itérative jusqu'à ce que le
critère d'arrêt soit atteint. L'un des avantages majeurs de ce type d'algorithme pour notre
problématique est qu'aucun apriori n'est fait quant au nombre de classes présentes dans
les données contrairement à l'algorithme de partitionnement desK-means. Dans notre cas,
nous allons modi�er le processus pour regrouper non pas des pixels mais des ensembles de
points d'intérêt à travers un ensemble de classes. La première étape consiste à sélectionner un
ensemble de graines permettant d'initialiser la croissance de région. Ces graines correspondent
aux points d'intérêt classés comme objets, ceux-ci étant positionnés sur les di�érents objets
de la scène et constituant un départ favorable de l'algorithme. Le test d'appartenance est
dé�ni en intégrant un critère de distance euclidienne ainsi qu'un critère statistique du� 2.
L'utilisation conjointe de ces2 critères nous permet de garantir que2 points d'intérêt associés
correspondent au même objet. Nous dé�nissons dans un premier temps un seuil de distance
Tdist tel que :

si D(P1; P0) < = Tdist alors P1 2 C0

sinon P1 =2 C0
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avecP0 la graine initiale représentée par un point d'intérêt classé comme objet choisi aléa-
toirement, P1 un point d'intérêt candidat au regroupement dans la classe initialeC0 et
D(P1; P0) la distance euclidienne entre les points d'intérêtP0(x0; y0) et P1(x1; y1) dé�ni
commeD(P1; P0) =

q
(y1 � y0)2 + ( x1 � x0)2. Comme évoqué précédemment, l'utilisation

seule d'un critère de distance ne constitue pas un test su�samment discriminant pour re-
grouper e�cacement les points d'intérêt des di�érents objets présents dans la scène. Nous
avons donc ajouter un critère basé sur l'hypothèse de cohérence du �ot optique des points
d'intérêt localisés sur un même objet. Dans un premier temps, nous devons dé�nir un modèle
basé sur le �ot optique qui décrit localement un objetO0 associé à une classeC0. Le modèle
est représenté par les composantesu(x; y) et v(x; y) du �ot optique qui, sous l'hypothèse
Gaussienne, suivent respectivement les loisN (� u; � 2

u) et N (� v; � 2
v ). Ici, nous nous intéressons

uniquement à la variance du modèle qui, sous l'hypothèse d'indépendance entre les variables
u(x; y) et v(x; y), est dé�nie comme :

� 2
OF =

q
� 2

u + � 2
v (3.49)

Ne possédant aucun apriori sur la variance du modèle, nous décidons d'utiliser comme valeur
première la variance du �ot optique estimée dans un voisinageNxN de la graine initiale
représentée par le point d'intérêtP0 :

� 2
OF =

q
� 2

u(P0) + � 2
v(P0) (3.50)

ou � 2
u(P0) et � 2

v(P0) sont les variances respectives de l'estimation du �ot optique sur les
coordonnéesx et y :

� 2
u(P0) =

x0+ N=2X

x= x0 � N=2

y0+ N=2X

y= y0 � N=2

u(x; y) � u

� 2
v(P0) =

x0+ N=2X

x= x0 � N=2

y0+ N=2X

y= y0 � N=2

v(x; y) � v

Une fois cette valeur de référence calculée, nous établissons le seuilTkhi du test du � 2 à deux
degrés de liberté :

Tkhi = 2 � � 2
OF � K (3.51)

où K correspond à l'a priori du risque d'erreur du test du� 2. Pour savoir si le point d'intérêt
P1 fait partie de la classeC0, nous mesurons la di�érence entre le �ot optique estimé au point
P1 (noté OFP1 ) avec le �ot optique estimé au pointP0 (noté OFP0 ) en calculant leur distance
respective :

D(OFP1 ; OFP0 ) =
q

(v1 � v0)2 + ( u1 � u0)2 (3.52)

Le test �nal d'appartenance du � 2 est donc :

si D(OFP1 ; OFP0 ) < = Tkhi alors P1 2 C0

sinon P1 =2 C0
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par soucis de simpli�cation, le test s'écrit :

(v1 � v0)2 + ( u1 � u0)2 < = 2 � � 2
u(P0) + � 2

v(P0) � K (3.53)

L'exemple ci-dessus a été détaillé pour l'ajout d'un seul point d'intérêt à une seule classe
initiale C0. En réalité, une itération du processus correspond au test pour l'ensemble des
points d'intérêt, y compris ceux non classés comme objet et ce jusqu'à ce qu'aucun d'entre eux
ne corresponde à cette même classeC0. En e�et, en se limitant au seuls points d'intérêt objet,
nous risquons de créer des classes comportant trop peu de candidats. L'avantage d'utiliser
la totalité des points d'intérêt permet d'en garantir un nombre su�sant par classe, tout en
prenant en compte le caractère discriminant des tests précédemment décrits. Cette opération
est répétée pour l'ensemble des nouvelles graines objets ajoutées à la classeC0 et ce, jusqu'à
ce qu'aucun des points d'intérêt ne satisfasse les critères propres à cette classe. Un nouveau
point d'intérêt est sélectionné aléatoirement parmi les points d'intérêt objet non classés auquel
on attribue une nouvelle classeC1. Le processus est répété jusqu'à l'attribution d'une classe
pour tous les points d'intérêt classi�és comme objet. La �gure 2 représente les di�érentes
étapes de l'algorithme décrit ci-dessus. Comme on peut le constater, la valeur initiale de la
variance du modèle� 2

Cc
est choisie comme étant la variance du �ot optique dans le voisinage

de la graine initiale. En revanche, pour éviter la sous-estimation de cette même variance due
au nombre limité de données utilisées pour l'estimer, nous sélectionnons la variance du �ot
optique maximale parmi l'ensemble des points d'intérêt appartenant à la classeCc . A la �n
de l'algorithme, nous disposons d'un ensemble de classeCN représentant les di�érents objets
présents dans la scène observée.

3.3.2 Détection par discrimination spatiale

La seconde méthode que nous avons développée s'appuie sur l'hypothèse suivante : à des
échelles �nes de l'image, les objets sont généralement caractérisés par un plus grand nombre
de discontinuités ainsi que des motifs contenant des variations de couleur plus importantes
que le fond de la mer. A partir de cette hypothèse, nous avons proposé une approche qui se
base sur une analyse fréquentielle locale de l'image dans le but d'extraire des zones contenant
une variation de texture plus importante que dans les zones caractérisant le fond. A�n de
traduire cette propriété de façon algorithmique, nous proposons d'utiliser le descripteurRFA
(Radial Fourier Analysis) initialement introduit par Lin et al. [LWJ + 14] pour produire un
descripteur local robuste décrivant les variations fréquentielles de la texture. Dans un premier
temps, nous décrivons le descripteurRFA original puis, nous détaillons les améliorations que
nous avons apportées. Dans une dernière partie, nous décrivons la méthode utilisée pour tirer
partie à la fois de la détection des points d'intérêt stables et de l'analyse fréquentielle qui fait
l'objet de la section suivante, a�n d'obtenir la détection �nale des di�érents objets présents
dans la scène observée.

3.3.2.1 Descripteur RFA original

L'objectif principal du descripteur RFA [LWJ + 14] est d'améliorer les performances des
di�érents descripteurs existants pour des variations d'image tel que des variations de luminosité
ou des changements de point de vue en proposant une description fréquentielle des variations
locales de l'image. Tel que proposé initialement par les auteurs, le descripteurRFA est calculé
sur une fenêtre centrée autour d'un point d'intérêtSIFT [Low04]. Il est dé�ni à partir des
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Algorithm 2 Algorithme de regroupement perceptuel par analyse de la cohérence du �ot
optique

Donnée d'entrée : ensemble des points d'intérêt labellisés objetLo de taille So et non-objet
Lno de taille Sno

Initialisation du numéro de classec = 0
while So 6= 0 do

Choix aléatoire de la graine initialePg dansLo et ajout dans la listeL c représentant les
points d'intérêt de la classec
Initialisation de la taille de la liste L c : Sc = 1
Suppression de la graine initialePg dansLo : So = So � 1
Nombre de graine initialeG = 1
Variable d'initialisation : init=true
while G 6= 0 do

G = Sc

for g = 0 à G � 1 do
Calcul de la variance du �ot optique dans le voisinageNxN de Pg : � 2

OF (Pg)
if init=true then

Initialisation de la variance du modèle représentant la classeCc : � 2
Cc

= � 2
OF (Pg)

init=false
else

if � 2
OF (Pg) > � 2

Cc
then

On garde la variance du modèle maximale pour éviter sa sous-estimation
� 2

Cc
= � 2

OF (Pg)
end if

end if
Calcul du seuil du test du� 2 : Tkhi

for i = 0 à S = ( So + Sno) � 1 do
Sélection d'un pointPi

Calcul de la distance euclidienne entrePg et Pi : D(Pi ; Pg)
if D(Pi ; Pg) < = Tdist then

Calcul de la distance entre le �ot optiqueOFPi et OFPg : D(OFPi ; OFPg )
if D(OFPi ; OFPg ) < = Tkhi then

Pi 2 Cc

Ajout du point d'intérêt Pi dans la listeL c

Suppression du point d'intérêtPi de la liste initiale Lo

S = S � 1
end if

end if
i = i + 1

end for
g = g + 1

end for
end while
c = c + 1

end while
Sortie : Ensemble des classeCN représentant les objets
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coe�cients de Fourier du gradient de l'image. Contrairement au descripteurSIFT qui décrit
un point d'intérêt dans le domaine spatial à l'aide d'une analyse statistique en construisant
des histogrammes du gradient orienté, le descripteurRFA utilise les coe�cients de Fourier du
gradient pour déterminer les principales composantes locales des zones de l'image à travers
une analyse spectrale dans le domaine des fréquences.

Le descripteurRFA est généré en suivant trois étapes principales :

1. échantillonnage du gradient

2. transformé deFourier

3. extraction des fréquences principales

Figure 3.8 � Schéma représentant l'échantillonnage du gradient pour construire le
descripteur RFA . Chaque cercle rouge indique la position des échantillons, la croix
rouge représente la position du point d'intérêt SIFT et chaque cercle bleu les di�érents
rayons d'échantillonnage

Dans un premier temps, les gradients de l'image sont échantillonnés localement de manière
circulaire autour d'un point d'intérêt SIFT. La �gure 3.8 représente le schéma d'échantillonnage,
avec un rayon d'échantillonnage radial de5 et un pas d'échantillonnage angulaire de10°
(l'algorithme original utilise 16rayons mais pour des raisons d'a�chage seuls5 sont représentés).
Le processus d'échantillonnage commence du rayon externe jusqu'au rayon d'une distance
pixellique unitaire par rapport à la position du point d'intérêt central SIFT. Les rayons
d'échantillonnage sont espacés verticalement et horizontalement d'une distance de1 pixel
les uns des autres. Sur chacun de ces rayons d'échantillonnage, les pixels des images sont
sélectionnés par rapport à l'orientation principale déterminée par l'algorithme de détection de
points d'intérêt SIFT. Ce processus d'échantillonnage permet de prévenir d'une potentielle
redondance de l'information tout en garantissant l'invariance à la rotation, aux changements
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d'échelles et aux variations de luminosité du descripteur �nal. En sortie de cette étape,16
vecteurs de36 composantes sont obtenus et sont exprimés de la façon suivante :

sr (n) = dxr (n) + jdy r (n) (3.54)

où les gradients verticaux et horizontaux sont respectivement substitués dans la partie réelle et
imaginaire de ces vecteurs complexes. Dans l'équation 3.54,n = 1; 2; ...; N et r = 1; 2; ...; Rd,
avecN = 360°=� � d et Rd = 36. Rd correspond au nombre de rayons d'échantillonnage,N
au nombre d'angles d'échantillonnage avec� � d le pas angulaire d'échantillonnage (l'auteur
préconise les valeurs suivantes :Rd = 16, N = 36 et � � d = 10°). La �gure décrit les étapes
principales de l'algorithme pour la construction des vecteurssr pour un point d'intérêt.

Algorithm 3 Algorithme original du descripteur RFA

Donnée d'entrée 1 : image en niveau de grisI
Donnée d'entrée 2 : point d'intérêt(x0; y0; �)
Rayon maximal d'échantillonnage radial :Rd = 16
Intervalle d'échantillonnage angulaire :�� d = 10°
Indice d'angle d'échantillonnage� i = 360°=�� d � 1
for r = Rd à 1 do

Initialisation à 0 du vecteur complexesr avec comme tailleRd � 360°=�� d

for i = 0 à � i do
Angle d'échantillonnage� d = �� d � i
Position d'échantillonnage
u = r � cos(� d � �) + x0

v = r � sin(� d � �) + y0

Échantillonnage du gradient de l'image à la positionI (u; v)
Distribution des gradients de l'image danssr

end for
end for
Sortie : sr

Dans un second temps, une normalisation unitaire est e�ectuée séparément sur les parties
réelles et imaginaires de chaque vecteur de gradientsr (n) dans le but d'augmenter le contraste
du gradient tout en préservant ses caractéristiques.

Pour �nir, la transformée de Fourier est appliquée séparément sur chaque vecteur de
gradient a�n d'obtenir les coe�cients de Fourier pour les distances radiales.

Sr (k) =
N � 1X

n=0

sr (n)e
� j 2�nk

N (3.55)

pour k = � N=2; ...; N=2 � 1. La variable Sr (k) correspond aukème coe�cient de Fourier du
r ème vecteur de gradient basé sur le vecteursr (n). Dans l'équation 3.55, les coe�cients de
Fourier ont été décalés vers le centre et sont la sortie de la seconde étape.

La dernière étape consiste à extraire les principales fréquences à partir des coe�cients
de Fourier calculés dans l'étape2. Cette étape permet de transformer ces coe�cients pour
une analyse plus signi�cative et une représentation plus distinctive du voisinage du point
d'intérêt. Le descripteur original RFA extrait les 4 premiers coe�cients d'indice � 2; � 1; 1; 2
pour chaque vecteurSr (k). Le descripteur �nal D est exprimé par :
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D = f Re(Sr (k)) ; Im(Sr (k))g (3.56)

pour r = 1; 2; ...; Rd et k = � 2; � 1; 1; 2. Le descripteur �nal est un vecteur de dimension
128, les parties réelles et imaginaires étant sont considérées individuellement. Les coe�cients
correspondant aux fréquences nulles du descripteur (i.e.Sr (0)) ont volontairement été omis,
ceux-ci représentant l'approximation de l'ensemble du spectre de Fourier à la fois des fréquences
positives et négatives et par conséquent instables et sensibles aux transformations géométriques.

3.3.2.2 Approche proposée

Dans cette section nous décrivons une version modi�ée de l'algorithme RFA que nous
utilisons pour détecter la présence d'un navire sur un fond de mer. En e�et, le comportement
de ce descripteur est di�érent sur un objet, qui présente généralement une texture orientée,
et sur un fond de mer pour lequel il a tendance à être monotone dans toutes les directions
principales du descripteur. Nous proposons ainsi d'utiliser le descripteur sur la totalité de
l'image (et non plus seulement sur les points d'intérêt SIFT) en l'appliquant à une fenêtre
glissante déplacée de façon lexicographique. Il s'agit ici de réaliser la segmentation de l'image
en regroupant les pixels en utilisant comme critère la proximité des descripteurs RFA ainsi
calculés en tout pixel.

La version du descripteur RFA que nous utilisons est basée sur une expression modi�ée de
l'équation 3.56. Dans la version originale, le vecteur RFA est constitué de la partie réelle et
imaginaire de la transformée de Fourier de façon indépendante. Dans notre cas, nous calculons
la norme de la transformée de Fourier, elle-même pondérée par le rayon sur lequel laTF est
calculée :

V =

0

B
@

1� �
p

Re ( S1 (0)) 2 + Im ( S1 (0)) 2 1� �
p

Re ( S1 (1)) 2 + Im ( S1 (1)) 2 ::: 1� �
p

Re ( S1 ( N � 1)) 2 + Im ( S1 ( N � 1)) 2

2� �
p

Re ( S2 (0)) 2 + Im ( S1 (0)) 2 2� �
p

Re ( S1 (1)) 2 + Im ( S2 (1)) 2 ::: 2� �
p

Re ( S2 ( N � 1)) 2 + Im ( S2 ( N � 1)) 2

::: ::: ::: :::
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� �

p
Re ( SR d

(0)) 2 + Im ( SR d
(0)) 2 R d
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Re ( SR d
(1)) 2 + Im ( SR d
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� �

p
Re ( SR d

( N � 1)) 2 + Im ( SR d
( N � 1)) 2

1

C
A

(3.57)

avec� un paramètre externe permettant de gérer l'in�uence de la pondération. Nous avons
expérimentalement choisi� = 2. Nous obtenons ainsi un descripteur de dimensions[Rd � (N �
1)] décrivant les di�érentes fréquences des variations locales de texture. Dans le but d'optimiser
les temps de calcul, nous e�ectuons une Analyse en Composantes Principales (ACP ou PCA
Principal Component Analysis) sur ce même descripteur a�n de réduire sa dimension pour ne
retenir que l'essentiel de l'information. Ainsi, nous obtenons pour chaque fenêtre de l'image
Fi 1 � i � F un descripteur représenté par un vecteurVi = ( � 1; � 2; � 3; :::; � Rd ) de dimension
[Rd � 1] contenant valeurs propres de laPCA et par conséquent, les informations principales
de la variation fréquentielle de la texture. La dernière étape consiste en une classi�cation à
2 classes de l'ensemble des vecteursVi calculés précédemment. L'objectif est de séparer les
zones de l'image contenant des objets ou des parties d'objets des zones appartenant au fond
marin. Pour cela, nous avons utilisé l'algorithme desK-means sur l'ensemble des vecteursVi .
L'algorithme proposé est détaillé en 4.

3.3.3 Détection basée sur l'apprentissage profond

La deuxième approche proposée se base sur une famille d'algorithmes pour laquelle de
nombreuses avancées ont vu le jour ces dernières années : les réseaux de neurones convolutifs
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Algorithm 4 Algorithme de l'approche proposée

Donnée d'entrée 1 : image en niveaux de grisI
Donnée d'entrée 2 : taille de la fenêtre glissanteW
Donnée d'entrée 3 : pas inter-fenêtreS
Position initiale (x0; y0)
Taille de l'image (WIDTH; HEIGHT )
for x = x0 à x = WIDTH x = x + S do

for y = y0 à y = HEIGHT y = y + S do
Calcul du descripteurRFA 6
Réduction de la dimension du descripteur par application de laPCA
Réglage de la sensibilité par pondération des valeurs singulières

end for
end for
Classi�cation par K-Means
Sortie : Position des régions objets et fond

(CNN). Comme nous avons pu le voir dans le chapitre précédent, l'explosion des capacités de
calcul grâce à l'utilisation de l'accélération matérielle (GPU) a permis la mise en place de
nombreux modèles deCNN appliqués à la détection et à la reconnaissance automatique.

En ce qui concerne plus particulièrement les méthodes basées sur l'apprentissage profond,
nous avons précédemment évoqué qu'il en existe2 grandes familles : celles qui s'appuient sur
un générateur de propositions externe et celles qui intègrent directement la génération de
propositions au sein du réseau de neurones. Dans les deux cas, les méthodes existantes sont
mises en défaut dans notre contexte d'étude. Les méthodes utilisant un algorithme externe
génèrent beaucoup trop de fausses alarmes, notamment sur le fond marin, et ralentissent donc
considérablement le processus de détection, ralentissement qui se répercute sur l'ensemble de
la chaîne de traitements. La seconde famille quant à elle proposent des résultats beaucoup
moins précis dans un contexte maritime dans lequel on cherche à détecter des objets de
petites tailles. Nous nous sommes basés sur la méthode Fast-RCNN [Gir15] a�n d'obtenir une
détection simultanée des objets présents dans la scène tout en utilisant les points d'intérêt
rigides présentés précédemment a�n d'obtenir des propositions de régions cohérentes et en
nombre limité. Dans la suite de cette section, nous allons dans un premier temps présenter
l'algorithme Fast-RCNN pour la détection et la reconnaissance automatique puis, introduire
la méthode de génération de proposition utilisée dans l'article original de Fast-RCNN et nous
�nirons par présenter la méthode mise en place pour la génération des propositions de régions
rigides basée sur les points d'intérêt et les traitements post réseau de neurones mis en place
pour améliorer le résultat �nal.

3.3.3.1 Méthode Fast-RCNN

La méthode Fast-RCNN, introduite en 2014, est une méthode qui se base sur l'approche
R-CNN. Celle-ci s'appuie sur un algorithme générateur de propositions de régions et d'un CNN
a�n d'obtenir une structure complète de détection d'objets (cf. Fig 3.10) Un des avantages
d'une telle architecture est sa modularité permettant d'utiliser n'importe quel algorithme de
proposition de régions en entrée du CNN. Dans un premier temps, un ensemble de propositions
est généré a�n de réduire les temps de calcul. En e�et, les régions proposées ne représentent



Détection par groupement perceptuel 61

qu'un petit sous-ensemble de l'image originale dont on pense qu'il contient les objets que
l'on recherche. Dans la méthode originale de Fast-RCNN, les auteurs utilisent l'algorithme de
recherche sélective (selective search) que nous décrirons dans la section suivante.

Une fois les propositions de région générées, l'image est introduite dans le CNN pour
obtenir une carte des caractéristiques (feature map) de celle-ci (c.f. Fig 3.9a). L'étape suivante
consiste en une couche de mise en commun (pooling layer) qui se nomme la couche de mise
en commun des régions d'intérêt (RoI pooling layer). Parallèlement au calcul des propositions,
le CNN détermine à partir de l'image initiale une carte de caractéristiques (feature map) (c.f.
Fig 3.9a). La zone d'intérêt déterminée dans l'image d'origine par l'algorithmeselective search
est projetée sur cette carte de caractéristiques. A�n d'être en mesure de traiter des zônes
d'intérêt de tailles quelconques une couche de mise en commun particulière (diteROI Pooling
Layer) est utilisée. Plus précisément cette couche prend en entrée :

1. la feature map calculée par le CNN

2. une matriceNx5 qui représente les régions d'intérêt, oùN est le nombre de RoIs, la
première colonne représente l'index de l'image et les 4 autres sont les coordonnées des
coins supérieurs gauches et inférieurs droits des régions d'intérêt.

Pour chacune des régions d'intérêt précédemment calculées, la région correspondante est
extraite à partir de la feature map (c.f. Fig 3.9b). Elle est ensuite redimensionnée à une taille
prédé�nie (e.g. 7x7) en la divisant en sections de tailles égales et en ne gardant que la plus
grande valeur par section (c.f. Fig 3.9c, 3.9d). Cette opération permet, à partir d'une liste de
rectangles de tailles di�érentes, d'obtenir une liste de régions correspondantes de même taille
sur la feature map que l'on nomme la carte des caractéristiques de la proposition de région
(region proposal feature map). L'intérêt principal de la couche de pooling est l'accélération des
calculs, les calculs correspondants aux couches de convolution sont ainsi réalisés qu'une seule
fois pour l'ensemble de l'image (et donc toutes les propositions).

Les cartes des caractéristiques des propositions de régions sont ensuite transformées en
vecteur de taille �xe et constituent l'entrée des couches suivantes. Les dernières couches sont
des couches entièrement connectées (fully connected layers) possédant 2 sorties. La première
est une couche de classi�cation softmax qui permet de calculer la probabilité d'appartenance
aux classes pour chaque carte des caractéristiques de proposition de région. La seconde est
un régresseur de rectangle englobant (Bonding Box Regressor) qui estime les coordonnées et
prédit les décalages (o�sets) des rectangles englobants pour chaque classe d'objet.

3.3.3.2 Algorithme selective search

Cet algorithme est basé sur le calcul du regroupement hiérarchique de régions similaires
en fonction de la compatibilité des couleurs, des textures, des tailles et des formes. Selective
search commence par une sur-segmentation de l'image en fonction de l'intensité des pixels à
l'aide d'une méthode de segmentation hiérarchique par graphe de Felzenszwalb et Huttenlocher
[FH04]. L'algorithme prend les résultats de la sur-segmentation précédente comme entrée
initiale et e�ectue les étapes suivantes :

1. ajout des rectangles englobants de chaque région segmentée à la liste des propositions
de régions

2. groupement des régions segmentées adjacentes basé sur leurs similarités

3. retour à l'étape 1
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Figure 3.10 � [RSRJ15]. Architecture du réseau de neurone convolutif de l'algorithme
Fast-RCNN.

A chaque itération, de plus gros segments sont formés et ajoutés à la liste des propositions
de régions. Par conséquent, des propositions de régions sont créées à partir des segments plus
petits jusqu'à des segments plus grands dans une approche ascendante (cf Fig. 3.11).

Figure 3.11 � [JKTA13]. Figure représentant la génération hiérarchique des proposi-
tions de région par l'algorithme selective search.

Le critère de similarité permettant de regrouper les régions adjacentes consiste en 4
critères :

1. similarité calculée en couleur : un histogramme de couleur de 25 bins pour chaque
canal de l'image est calculé. L'ensemble des histogrammes des 3 canaux est ensuite
concaténé pour obtenir un descripteur de couleur de dimension3� 25 = 75. Le critère de
comparaison en couleur entre deux régions est basé sur l'intersection des histogrammes
et peut être calculé comme :scolor (r i ; r j ) =

P n
k=1 min (ck

i ; ck
j ) où ck

i est la valeur de
l'histogramme pour lekème bin du descripteur de couleur.



Détection par groupement perceptuel 63

2. similarité en texture : la caractéristique de texture est obtenue en calculant les dérivées
Gaussiennes selon 8 orientations pour chaque canal de l'image. Pour chaque orientation
et pour chaque canal de couleur, un histogramme de 10 bins est calculé donnant
lieu à un descripteur de texture d'une dimension10 � 8 � 3 = 240. La similarité
entre 2 régions est également calculée en utilisant l'intersection des histogrammes :
stexture (r i ; r j ) =

P n
k=1 min (tk

i ; tk
j ) où tk

i est la valeur de l'histogramme pour lekème bin
du descripteur de texture.

3. similarité en taille : la similarité en taille force les régions de petites tailles à fusionner
le plus tôt possible. Elle permet de s'assurer que des propositions de régions de toutes
tailles soient formées dans l'ensemble de l'image. En ne prenant pas en compte ce
critère de similarité, une seule région pourrait contenir les régions adjacentes de petites
tailles et par conséquent, des propositions de région à des échelles di�érentes seraient
générées seulement à cette position. Le critère de similarité en taille est dé�ni tel que :
ssize(r i ; r j ) = 1 � size(r i )+ size(r j )

size(im) où size(im) est le nombre de pixels dans l'image.

4. compatibilité en forme : ce critère permet de mesurer comment deux régionsr i et r j

s'emboîtent l'une dans l'autre. Sir i s'emboîte dansr j , alors une fusion est possible
pour remplir l'espace inter-région. Si les deux régions ne se touchent pas, alors elles
ne doivent pas fusionner. La compatibilité en forme est dé�nie tel que :s�ll = 1 �
size(BB ij )� size(r i )� size(r j )

size(im) où size(BB ij ) représente un rectangle englobant autour der i et
r j .

Le critère de similarité �nal entre deux régions est dé�ni comme une combinaison linéaire
des 4 précédentes similarités :

s(r i ; r j ) = a1scolor(r i ; r j ) + a2stexture (r i ; r j ) + a3ssize(r i ; r j ) + a4s�ll (r i ; r j ) (3.58)

où r i et r j sont deux régions dans l'image etai 2 0; 1 une constante permettant de prendre
ou non en compte un des critères de similarité.

Au �nal, un ensemble de propositions de région de tailles et de positions di�érentes est
généré permettant de couvrir les objets de l'image tout en minimisant le nombre de proposition
par rapport par exemple à une approche de type fenêtre glissante (cf. Fig 3.12).

3.3.3.3 Approche proposée

Le principal problème de la méthodeselective searchprésentée précédemment est qu'elle
est relativement gourmande en temps de calcul lorsqu'elle est appliquée à des images maritimes
présentant un fond dynamique. Dans le but de diminuer le nombre de faux positifs, nous
avons donc utilisé le résultat de l'analyse de la rigidité présentée précédemment (c.f. 3.2)
pour générer des propositions de région rigides, i.e. des propositions de région présentant
des caractéristiques propres aux objets présents dans la scène observée. La première étape
consiste à récupérer l'ensemble des points d'intérêt rigides (c.f. 3.2.3). A partir de ces positions,
nous générons dans leurs voisinages un ensemble de propositions de régions. Cette étape est
e�ectuée de la même manière que dans l'algorithme de Faster-RCNN [RHGS15], c'est à dire
en calculant des RoIs correspondant à des échelles di�érentes (cf. Fig. 3.13). Ces propositions
de régions, ou encore appelées dans la méthode originale Faster-RCNN ancres (anchors),
sont générées à partir d'un carré initial de taille prédé�nie. L'objectif ici est de prendre en
compte toutes les tailles et formes a�n de détecter tous les objets présents dans la scène
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observée. Soit le RoI carré suivant :(N0; N0) correspondant à la première ancre de l'échelle
s0 et A0 son aire correspondante. Une paire de RoIs rectangulaire est construite dont la
hauteur largeur ont un ratio de1 : 2 et 2 : 1 par rapport au carré initial. Dans un premier
temps, l'aire du carré initiale est calculée pour respecter la proportion prise dans l'image des
futurs RoIs rectangulaires :Ac

0 = N0xN 0. On calcule ensuite l'aire des rectangles horizontal
A (

0h) et vertical A (
0v) en appliquant les ratios :Ah

0 = A c
0

0:5 Av
0 = A c

0
2 . La largeur des rectangles

correspondants est obtenue tel que :

W h
0 =

q
Ah

0 (3.59)

W v
0 =

q
Av

0 (3.60)

On obtient �nalement leurs hauteurs en multipliant leurs largeurs par les ratios :H h
0 = W h

0
0:5

H v
0 = W v

0
2 . Finalement, l'échelles1 est représentée par les3 ancres suivantes :Anchorss0 :

((W h
0 ; H h

0 )) ; (N0; N0); (W v
0 ; H v

0 )) . On construit par la suite lesk autres échelles à partir de
l'échelle initiale : Anchorssk : ((W h

1 � 2k ; H h
1 � 2k)) ; (N1 � 2k ; N1 � 2k); (W v

1 � 2k ; H v
1 � 2k)) où k > 0.

On obtient au �nal K = 3 � k ancres par point d'intérêt rigide, constituant les propositions
de région en entrée du CNN de l'algorithme Fast-RCNN.

Figure 3.13 � Schéma représentant un exemple de génération d'ancres sur 3 échelles
à partir d'un point d'intérêt rigide. La croix centrale représente le point d'intérêt, la
couleur bleu correspond à l'échelle s0, la couleur rouge à l'échelle s1 et la couleur verte
l'échelle s2.

Une fois le traitement du réseau de neurones e�ectué, nous obtenons pour chacune des
propositions de régions un RoI ainsi qu'une probabilitép d'appartenance pour chacune des
classesci , 0 � i � C avecC le nombre de classes du modèle (cf. 3.3.3.1). Nous �ltrons par
la suite les RoIs à l'aide d'un seuil de probabilitéS dans le but d'écarter les régions ayant
une faible probabilité de contenir un navire et ainsi diminuer le nombre de candidats. En
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raison de la génération de nombreuses régions candidates pour une même zone de l'image,
l'algorithme Fast-RCNN est susceptible de donner plusieurs réponses pour une seul et même
objet. Dans le but de �ltrer les réponses multiples, nous appliquons l'algorithme de suppression
des non-maxima (Non-Maxima SuppressionNMS). L'algorithme NMS est basé sur la métrique
IOU ( Intersection Over Union) qui est également utilisée pour évaluer la performance d'un
algorithme de détection. Cette métrique évalue le recouvrement existant entre deux ROIs en
déterminant le rapport de l'air de leur intersection sur l'aire de leur union.

Le principe de la méthode NMS consiste à parcourir l'ensemble des RoIs de détection
d'une classe dans l'ordre décroissant de la probabilitép. Le calcul du score IOU entre la RoI
testée et le reste des fenêtres de l'ensemble est ensuite évalué et les fenêtres présentant un
IOU supérieur à un seuil donné sont supprimées de l'ensemble. L'algorithme NMS peut être
décrit par le pseudo-algorithme 5.

Algorithm 5 Algorithme NMS

Pour chaque classeci , 0 � i � C
Entrée 1 : listeR des RoIs ainsi que leurs probabilités associées.
Entrée 2 : seuilT de recouvrement
Sortie : liste F des RoIs �ltrées (au départ,F = �
1. Soit r la RoI avec la plus grande probabilité dansR
2. Suppression der dansR
3. Ajout de r dansF
for r j 2 R � f rg do

if IOU(r , r j ) > T then
suppression der j dansR

end if
end for
Retour à 1.
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(a) (b)

(c) (d)

Figure 3.9 � Exemple simpli�é de pooling de régions d'intérêt à partir de la feature
map. La �gure (a) représente la feature map, (b) une région d'intérêt de coordonnées
(0; 3); (7; 8), (c) les sections de pooling et (d) le résultat (region proposal feature map)
du pooling pour cette région d'intérêt correspondant à la valeur maximale dans chaque
section de pooling.
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Figure 3.12 � [JKTA13]. Exemple de résultat de l'algorithme selective search.
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3.4 Conclusions

A travers ce chapitre, nous avons décrit les di�érentes approches développées au cours de la
thèse pour la détection et le suivi de navire. Les méthodes proposées s'appuient principalement
sur un critère de rigidité qui permet de distinguer les objets du fond mouvant. En étudiant
les variations au cours du temps des textures associées à di�érentes zones des images issues
de �ux vidéo, l'algorithme mis en place analyse la déformation subie par ces textures et
détermine si celles-ci correspondent à une zone rigide ou déformable.

A�n de limiter les zones de l'image à traiter, nous avons dans une première étape utilisée
l'algorithme SIFT a�n de déterminer celles contenant potentiellement un navire. Une fois
ces zones extraites, un descripteur décrivant numériquement la texture associée est calculé.
A�n d'estimer le degré de rigidité, un suivi est opéré indépendamment sur chacune des zones
d'intérêt en estimant leurs déplacements pixelliques au cours du temps à l'aide d'un �ltre de
Kalman et du calcul du �ot optique. Une association entre les points d'intérêt préalablement
extraits dont le déplacement a été estimé jusqu'à l'instant courant et les nouveaux points
d'intérêt est par la suite réalisée a�n de mesurer la rigidité des zones associées en se basant sur
la divergence de Kullback-Leibler. Une classi�cation est �nalement opérée avec l'algorithme
d'espérance-maximisation basé sur le critère d'information d'Akaike a�n de séparer les zones
contenant des navires de celles contenant du fond marin.

Une fois les zones appartenant aux objets extraites, di�érentes stratégies ont été développées
a�n de regrouper celles représentant les mêmes objets pour obtenir une détection �nale. La
première stratégie concerne le regroupement basé sur l'analyse de la cohérence du déplacement
pixellique sur un même objet. En se basant sur le déplacement des points d'intérêt représentant
des zones rigides préalablement extraits, nous avons cherché à estimer un critère permettant
la distinction des di�érents objets de la scène. Cependant, cette hypothèse se trouve être mise
en défaut pour les navires de grande taille, le déplacement pixellique n'étant pas uniforme
entre l'avant et à l'arrière de ceux-ci. La seconde stratégie proposée s'appuie sur l'hypothèse
principale qui est qu'à des échelles �nes de l'image, les objets sont caractérisés par un plus
grand nombre de discontinuités que le fond de la mer. A l'aide d'une fenêtre glissante, une
analyse fréquentielle de chacune des régions de l'image est réalisée en calculant localement la
transformée de Fourier. Ces régions sont ensuite classées comme appartenant au fond (i.e. à
la texture représentant la mer) ou aux objets (i.e. aux navires) avec l'algorithme des K-means.
Une fusion des régions rigides et du résultat de cette approche est �nalement réalisée et
constitue la détection �nale. Le principal problème de cette approche réside dans sa complexité
de calcul et par conséquent du temps de calcul. A�n de pallier aux problèmes précédemment
décrits, nous avons développé une troisième approche qui se base sur l'apprentissage profond.
A partir des zones "rigides" extraites, nous calculons un ensemble de propositions représentées
par des rectangles englobants de taille et de formes variées. Ces propositions constituent
les données d'entrée d'un réseau de neurones convolutif de type Fast-RCNN préalablement
entrainé. Nous obtenons au �nal pour chaque proposition, une probabilité d'appartenance
aux di�érentes classes du modèle permettant de �ltrer les faux positifs et ainsi obtenir la
détection �nale des bateaux présents dans la scène observée.



Chapitre 4

Résultats expérimentaux

4.1 Introduction

Dans ce chapitre, nous présentons les di�érents résultats obtenus pour les algorithmes
décris précédemment. L'objectif ici est de montrer la pertinence des approches proposées dans
le cadre de la surveillance maritime et plus particulièrement pour la lutte contre la menace
asymétrique. Les études portant sur la détection et la classi�cation automatique de navires
seront décomposées dans la suite de ce chapitre en 3 sections : Dans une première section, nous
présentons les di�érentes données utilisées à la fois pour les tests, les évaluations qualitatives
et quantitatives des approches. La seconde section est consacrée à l'évaluation de l'algorithme
de détection d'objets maritimes par le biais de critères et de métriques d'évaluations mis en
place dans le cadre des tests expérimentaux conduits tout au long de la thèse. La troisième et
dernière section présente les résultats en termes de classi�cation automatique obtenus à l'aide
du modèle de réseau de neurones convolutif décrit dans la section 3.3.3.3. En�n, nous �nissons
par une brève conclusion dans laquelle nous reprenons les principaux éléments détaillés tout
au long du chapitre.
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4.2 Données d'expérimentation

Le domaine de la vidéo-surveillance maritime est un milieu extrêmement fermé dans lequel
il est di�cile d'obtenir des données vidéo exploitables. En e�et, les principaux intéressés
sur le sujet étant pour la plupart des organismes étatiques ou des organisations privées,
il n'existe que très peu de bases de données de vidéos publiques permettant l'évaluation
et la comparaison objective des résultats obtenus. Les approches développées sur ce sujet
dans la littérature ne sont pour la plupart pas rendues public pour les mêmes raisons que
évoquées précédemment ce qui rend la tâche de l'évaluation d'autant plus compliquée. Nous
avons néanmoins pu constituer un ensemble de vidéos sur lequel nous avons basé la totalité
de nos expérimentations. Celui-ci comporte un panel de vidéos issues de sources à la fois
publiques (bases de données de segmentation cible-fond sur fond dynamique), mais également
obtenues lors de de campagnes d'acquisitions. La �gure Fig. 4.1 représente un échantillon des
vidéos de la base de données. Cette pluralité permet une évaluation rigoureuse sur des vidéos
dont les caractéristiques sont di�érentes (résolutions, types de caméras, scènes, conditions
météorologiques, ...). Les données sont ainsi divisées en5 bases de données di�érentes :

� Singapore Maritime Dataset(SMD) [PRR+ 17] : cette base de données publique contient
de nombreuses vidéosRGB acquises à la fois depuis la terre et à bord de navires (réso-
lution. 1920� 1080px.) capturées avec une caméra Canon70D. Les vidéos représentent
de nombreux navires évoluant dans des scènes maritimes avec di�érentes conditions
météorologiques et di�érentes luminosités,

� UCSD Background Subtractiondataset [?] : cette base de données publique comprend
plusieurs vidéos issues de caméras de surveillance (résolution344� 224px.) présentant
des objets (ou personnes) évoluant sur un fond dynamique,

� Full-HD video dataset: contient des centaines de vidéos full-HD en RGB (résolution
1920� 1080px.) capturées en utilisant des caméras positionnées à terre (fournies par la
DGA) mais aussi aéroportées (base de données duLIS ), et montre de nombreux navires
évoluant dans un contexte maritime,

� 4K dataset : cette base de données issue d'une campagne d'acquisition dans le cadre du
projet DIAMANT comprend plus de 150vidéos en résolution4K (résolution 3840� 2160
px.) capturées en utilisant une caméra à terre.
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(a) (b) (c) (d)

(e) (f) (g) (h)

(i) (j) (k) (l)

(m) (n) (o) (p)

Figure 4.1 � Exemples d'images issues des di�érentes bases de données vidéos utilisées
lors des expérimentations ; la première ligne correspond à la base de données SMD ;
la seconde ligne, la base de données UCSD ; la troisième ligne représente la base de
données Full-HD et la quatrième ligne correspond à la base de données 4K.
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4.3 Evaluation qualitative de l'algorithme de généra-
tion de propositions rigides

Dans le but de véri�er la véracité de l'hypothèse de rigidité énoncée précédemment
(c.f. section 3.2), nous présentons dans cette section l'ensemble des résultats obtenus lors
des di�érents tests e�ectués. Il s'agit, dans un premier temps, de véri�er que les di�érents
algorithmes et critères choisis permettent une analyse de la rigidité au sens de la déformation
de texture au cours du temps. Dans un premier temps, nous détaillons et justi�ons la valeur
des paramètres choisis concernant l'algorithme de détection de points d'intérêtSIFT dans le
cadre d'un contexte maritime. Dans une seconde partie, nous présentons une expérimentation
e�ectuée dans le cadre de la validation croisée de l'hypothèse de rigidité ainsi que de la
pertinence du choix de l'algorithme de �ot optique et de ses di�érents paramètres. La
troisième et dernière partie concerne plus particulièrement les résultats expérimentaux de
l'étape de classi�cation des points d'intérêtSIFT selon qu'ils appartiennent au fond marin et
aux objets.

4.3.1 Points d'intérêt SIFT

Comme expliqué dans la section Sec. 3.2.1.6, l'algorithme de détection de points d'intérêt
choisi dans le cadre de notre approche est le détecteurSIFT. Une des particularités intéressantes
de cet algorithme réside en sa capacité à détecter des zones d'intérêt à di�érents niveaux
d'échelles permettant d'en garantir la présence à la fois sur des navires de faible taille (ex :
semi-rigides ou jet-ski) mais aussi sur des navires plus imposants tels que les tankers ou les
bâtiments de surfaces militaires par exemple. Nous avons �xé le paramètreS = 3 permettant
de générer3 octaves di�érentes, chacune contenant une pyramide d'images des di�érences de
Gaussiennes (DoG) comportant 3 échelles (c.f. section Sec. 3.2.1.6). Pour une octave donnée,
un facteur k� 0 est appliqué entre chacun de ces niveaux, ouk =

p
2 correspond au paramètre

de réglage de la �nesse de l'espace des échelles voulues à partir de l'image originale �ltrée
par un noyau gaussien de variance� 0 = 1:5. La �gure Fig. 4.2 représente un exemple des
di�érentes échelles et niveaux d'octaves pour la base de donnéesFull-HD.

Une des conséquences de cette caractéristique est d'augmenter considérablement la proba-
bilité de détecter tous les navires présents dans la scène observée. Notre approche se basant
sur l'étude de la rigidité au long terme des descripteursSIFT calculés autour des points
d'intérêt dans le but de mettre en évidence la di�érence entre ceux présents sur les navires de
ceux présents dans le fond marin, il est nécessaire d'obtenir une quantité su�sante de ces
points à la fois sur les di�érents objets, mais aussi sur le fond dynamique.

Pour atteindre ce but, nous avons mis en place un critère de sélection desN "meilleurs"
points d'intérêt SIFT pour limiter leur nombre tout en garantissant leurs disparités. Cette
limitation est également indispensable pour ne pas faire exploser les temps de calculs et
permettre ainsi une application temps réel. La valeur du nombreN de points d'intérêt
conservés est �xée empiriquement à 20% de la plus grande des deux dimensions de l'image
(en nombre de pixels). Ce choix permet de rendre notre algorithme su�samment générique
quant à la résolution des images traitées et ainsi d'automatiser le processus de sélection du
nombre de points d'intérêt. Pour les di�érentes bases de données utilisées dans nos tests (c.f.
section Sec. 4.2), ce paramètre représente :
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Figure 4.2 � Exemples des di�érentes échelles et niveaux d'octaves pour la base de
données Full-HD

� pour les bases de donnéesSMD et Full-HD : N = width � 0:2 = 1920� 0:2 = 384 points
d'intérêt

� pour la base de donnéesUCSD : N = width � 0:2 = 344 � 0:2 = 70 points d'intérêt

� pour la base de données4K : N = width � 0:2 = 3840� 0:2 = 768 points d'intérêt

Le tri des N meilleurs points d'intérêt est réalisé en utilisant le paramètreR de stabilité donné
par la relation :

R =
tr (H )2

det(H )
(4.1)

où H est la matrice hessienne de l'image (c.f. [Low04]). Le seuil r thresh de l'équation 4.1 est
�xé à la valeur 10. Ce choix permet, après avoir détecté l'ensemble des points d'intérêt, de
supprimer ceux appartenant aux contours, c'est à dire les points d'intérêt les plus instables.
Dans un contexte maritime, ou plus généralement dans un contexte contenant un fond
dynamique, l'instabilité de ces points d'intérêt n'est pas uniquement due à leur localisation
sur les contours. En e�et, notre approche se basant sur l'analyse au cours du temps des
descripteurs associés aux points d'intérêt, ceux-ci sont calculés dans une fenêtre de16x16
autour de leurs positions. La présence de la texture du fond dynamique dans le descripteur
pourrait biaiser l'analyse temporelle et mener à une mauvaise estimation de la rigidité. Le
dernier paramètre de l'algorithmeSIFT permettant d'a�ner la sélection des points d'intérêt
correspond à celui présenté dans l'équation
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4.3.2 Suivi et analyse de la rigidité

A�n de valider la pertinence du critère de rigidité utilisant la stabilité de la texture des
points d'intérêt, nous avons dé�ni un test spéci�que. La première étape de ce test correspond
à un échantillonnage manuel sur la première image traitée des points d'intérêt sur3 zones
d'études particulières. Ces trois zones correspondent à des objets (navires), au fond marin
et au sillage, et constituent l'ensemble des cas possibles traités par l'algorithme. L'ensemble
de ces points d'intérêt est représenté sur la première colonne de la �gure Fig. 4.3. A�n de
véri�er en parallèle la pertinence du calcul de �ot optique par l'algorithme deFarneback, le
suivi des points d'intérêt SIFT a été réalisé en prenant en compte seulement l'estimation
du �ot optique présentée dans la section Sec. 3.2.2 sur des séquences de250 images4K .
Comme on peut le constater sur la deuxième colonne de la �gure Fig. 4.3, les trajectoires des
points d'intérêt SIFT situés sur les objets sont sensiblement plus cohérentes et précises que
celles correspondantes aux points d'intérêt positionnés sur le fond marin. En ce qui concerne
les trajectoires des points d'intérêts représentant le sillage, on peut remarquer que celles-ci
sont cohérentes avec le mouvement global des navires dans les premiers instants du suivi,
puis, décrochent en raison du comportement erratique de la texture au cours du temps. Ce
phénomène est principalement dû aux di�cultés de l'algorithme deFarnebackà estimer le �ot
optique dans ces régions, celles-ci contenant des gradients non homogènes. La troisième colonne
de la �gure Fig. 4.3 montre l'évolution de la variation temporelle du critère de Kullback-Leibler
des trois classes de point d'intérêt citées précédemment (vague, sillage et navire) pour les
3 �ux vidéo d'exemples. On peut observer que le pro�l temporel de la pseudo-distance de
Kullback-Leibler représentant les points d'intérêt des navires diminue rapidement, tandis que,
ceux représentant le sillage et le fond marin ont tendance à garder des valeurs élevées au cours
du temps. On peut également constater que les valeurs initiales de cette pseudo-distance sont
globalement plus faibles pour des points d'intérêt appartenant aux objets rigides (navires)
que pour ceux appartenant aux autres classes. Ces deux constats s'expliquent par le fait que
la texture décrite par le descripteurSIFT sur les zones correspondantes aux navires varie
dans des proportions beaucoup plus faibles que celle située sur le fond marin dynamique, et
cela dès la première estimation de la pseudo-distance de Kullback-Leibler (i.e. entre deux
descripteurs successifs d'un même point d'intérêt).

Concernant l'algorithme de �ot optique deFarnebackprésenté dans la section 3.2.2.2 du
chapitre précédent, nous avons sélectionné de manière expérimentale les valeurs des di�érents
paramètres. De façon similaire au détecteurSIFT, l'estimation du �ot optique s'e�ectue de
manière pyramidale et permet d'obtenir une plus grande précision quant aux paramètres
recherchés. Nous dé�nissons le nombre de couches de la pyramide àN l = 3 ainsi que facteur
d'échelle entre2 couches successivesL s = 0:5 ce qui signi�e que chaque couche est deux
fois plus petite que la couche précédente. L'estimation du vecteur vitessed(x) dé�nit dans
l'équation Eq. 3.36 étant moyennée dans une fenêtreWmxWm , le choix de ce paramètre
in�uence à la fois la précision et la rapidité de l'estimation des paramètres. Dans le cadre
de notre contexte, à savoir le développement d'un algorithme temps-réel, nous avons choisi
une taille de fenêtre deWm = 9 permettant un bon compromis entre rapidité d'exécution et
précision quant à l'estimation du déplacement des points d'intérêtSIFT entre deux images
successives. Pour la fenêtreWpoly utilisée pour l'approximation polynomiale de chaque pixel
(c.f. équation Eq. 3.27), la taille de la fenêtre retenue est deWpoly = 7 pixels. Cette valeur
élevée permet d'approximer l'image avec des surfaces plus lisses, rendant l'algorithme plus
robuste et permettant ainsi d'obtenir un champ de déplacement localement plus homogène.
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Dans le but de lisser les dérivées servant de base à l'approximation polynomiale (c.f. équation
Eq. 3.27), celles-ci sont �ltrées à l'aide d'une gaussienne d'écart type� poly = 1:6. Les di�érents
paramètres décrits précédemment sont valables pour l'ensemble de nos expérimentations.

(a) (b) (c)

(d) (e) (f)

Figure 4.3 � Analyse parcimonieuse de la rigidité dans des �ux vidéo 4K basé sur un
suivi de points d'intérêt SIFT. La première colonne représente l'échantillonnage manuel
des points d'intérêt SIFT sur trois régions de l'image correspondant à une région de
vagues, de sillages ainsi que d'un objet maritime ; la seconde colonne représente le
suivi des points d'intérêt SIFT à travers 250 images (i.e. 25 secs.) ; la troisième colonne
représente l'évolution temporelle de la mesure de rigidité proposée, basée sur les points
d'intérêt. En bleu : vague ; en vert : sillage ; en rouge : objet maritime (navire).

4.3.2.1 Classi�cation des points d'intérêt SIFT

Cette section reporte les résultats obtenus pour la classi�cation des points d'intérêtSIFT
et l'analyse associée. Comme décrit dans la section 3.2.3, nous avons pu remarquer en classant,
à un instant t, et par ordre croissant les pseudo-distances deKullback-Leibler sur l'ensemble
des points d'intérêt SIFT suivis au long terme, qu'il apparaissait systématiquement un point
d'in�exion. Ce point d'in�exion marque la rupture entre les pseudo-distances représentant les
points d'intérêt de la classe objet (faible valeur de la pseudo-distance deKullback-Leibler)
des pseudo-distances représentant les points d'intérêt de la classe du fond. Les �gures Fig.
4.4c 4.4f représentent cette séparation. Les résultats de la classi�cation des points d'intérêt
sont reportés sur les �gures Fig. 4.4b 4.4e. La partie gauche des graphiques représentés sur
les �gures Fig. 4.4c 4.4f correspond aux points d'intérêt des zones rigides. En e�et, la rigidité
se traduit par de faibles variations de la caractéristique de texture au cours du temps ce qui
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conduit une faible valeur du critère deKL . Ce constat conforte à la fois l'hypothèse de rigidité
des textures associées aux zones contenant des bateaux mais également le choix du descripteur
permettant de décrire numériquement lesdites textures. A contrario, on peut véri�er que les
points d'intérêt associés à l'écume ou au fond de mer présentent une forte variabilité au cours
du temps de la caractéristique de texture ce qui conduit à une forte valeur deKL et permet de
la classer comme faisant partie du "fond". L'approche mise en place permet donc de corriger
un problème persistant dans la littérature sur la détection d'embarcations dans le contexte
maritime à savoir l'inclusion du sillage dans la détection �nale (cf. 2).

(a) (b) (c)

(d) (e) (f)

Figure 4.4 � Exemple de classi�cation de point d'intérêt : (a,d) points d'intérêt détectés
(253,188) ; (b,e) points d'intérêt stables (28,20) ; (c,f) graphique des pseudo-distances
de Kullback Leibler.
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4.4 Métriques d'évaluation

Dans le cadre de l'évaluation d'un algorithme de détection d'objet, nous avons utilisé
un ensemble de critères bien connus de la littérature pour quanti�er la qualité de celui-ci.
Selon la base de données et l'algorithme, les critères utilisés peuvent di�érer. En e�et, la
vérité terrain fournie (ou construite) n'est pas la même selon que l'on cherche à évaluer
un algorithme de segmentation (niveau pixellique), ou un algorithme de détection (blob,
rectangle englobant). Dans la suite de cette section, nous détaillons les di�érents critères
mis en place concernant l'algorithme présenté dans la section Sec. 3.3.3 dans laquelle les
détections correspondent directement à des rectangles englobants puis, nous présentons les
critères utilisés dans l'approche présentée en section Sec. 3.3.2 avec laquelle la détection
s'e�ectue en termes deblobavec une évaluation au niveau pixellique.

4.4.1 Critères d'évaluation pour l'approche par réseau de neurones

En ce qui concerne l'approche de groupement perceptuel basé sur l'apprentissage profond,
la sortie de celui-ci correspond à un ensemble de rectangles englobants délimitant les objets
présents dans la scène. Comme pour tout type d'algorithme de détection, sa qualité est dé�nie
comme étant sa capacité à maximiser le nombre de détection d'objet dans l'ensemble de
ceux présents dans les images traitées d'un �ux vidéo, tout en minimisant le nombre de
fausses alarmes, c'est à dire le nombre d'objet faussement détectés. Pour résumer ces di�érents
critères, nous avons choisi d'utiliser laF-measurequi permet d'obtenir le score d'un test en
prenant en compte à la fois la précision notéePreci et le rappel notéReci . Cette mesure est
dé�nie comme :

F-measure=
1
n

nX

i =1

2 �
Preci � Reci

Preci + Reci
(4.2)

où i représente le numéro d'image et

Preci = TPi =TPi + FPi (4.3)

Reci = TPi =TPi + FN i (4.4)

où TP, FP, et FN sont respectivement le nombre de vrais-positifs, de faux-positifs,
de vrais-négatifs et de faux-négatifs. Il s'agit dans un premier temps de dé�nir à quoi
correspondent ces di�érentes métriques par rapport à un résultat de détection obtenu avec
l'algorithme proposé. Pour cela, nous utilisons le critère d'Intersection Over Union (IoU ).
Ce critère permet, pour une détection donnée, de quanti�er sa pertinence en estimant la
quantité de recouvrement de celle-ci avec le rectangle de détection de la vérité terrain. Un
schéma représentant le calcul de l'IoU est donné en �gure Fig. 4.5 Dans le cadre de nos tests,
une détection est considérée commeTP si IoU � 0:5, FP si IoU < 0:5 et FN si après que
toutes les détections de l'algorithme ont eu été testées, il reste des rectangles englobants de
vérités terrains pour lesquelles aucun rectangle de détection ne correspond. Le déroulement
des expérimentations présentées dans la suite de ce chapitre pour les algorithmes de détection
a été e�ectué ainsi :
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Algorithm 6 Procédure de calcul de la F-measure

Donnée d'entrée 1 : vidéo contenantN images
Donnée d'entrée 2 : liste des rectangles englobants de vérité terrainV Ti (x; y; width; height )

Prec = 0
Rec= 0
for i = 1 à N do

Calcul deTP et de FP
Calcul deFN
Calcul dePrec = Prec + Preci et de Rec= Rec+ Reci

end for
Calcul de la précision moyennePrec = 1

N � Prec
Calcul du rappel moyenRec= 1

N � Rec

Calcul de laF-measure= 2 � Prec� Rec
Prec� Rec

Sortie : F-measure

Figure 4.5 � Schéma représentant le calcul du critère d' Intersection Over Union .

4.4.2 Critères d'évaluation pour l'approche par analyse fréquen-
tielle

En ce qui concerne l'approche de groupement perceptuel par descripteurRFA, l'ensemble
des détections est représenté en termes deblob, i.e. une zone de l'image ne possédant aucune
forme particulière et prédé�nie. Dans ce cadre d'étude, nous avons décidé d'évaluer l'approche
au niveau pixellique. On considère dans ce cas les métriques d'évaluations suivantes :

� TP : nombre de pixels correctement classi�és comme objet,

� FP : nombre de pixels classi�és comme objet alors qu'ils appartiennent au fond,

� FN : nombre de pixels appartenant au fond alors qu'ils appartiennent à la classe objet,

� TN : nombre de pixels correctement classi�és comme appartenant au fond.

Le rappel, la précision, le taux de faux-positif, et le taux de vrai-négatif sont dé�nis comme :

� rappel (taux de vrai-positif) = TP=(TP + FN ),

� précision (valeur de prédiction positive)= TP=(TP + FP),

� taux de faux-positif = FP=(FP + TN),
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� taux de vrai-négatif = TN=(FP + TN),

� F -measure comme dé�nie dans l'équation (4.2).



80 Chapitre 4

4.5 Evaluation de l'algorithme détection par discrimi-
nation spatiale

Dans cette section, les détails d'implémentation, une présentation des résultats qualitatifs
intermédiaires et �naux et une étude qualitative de l'approche par discrimination spatiale
est proposée. Comme détaillée dans la section 3.3.2, la détection par discrimination spatiale
s'appuie sur le calcul du descripteur RFA sur l'ensemble de l'image à l'aide d'une fenêtre
glissante. Dans l'article original, les auteurs proposent de choisir un pas angulaire d'échan-
tillonnage en coordonnées polaires de� � d = 10° et un rayon maximal deRd = 16. Nous avons
expérimentalement optimisé ces valeurs a�n qu'elles correspondent à notre application. Dans
notre cas, nous avons volontairement abaissé ces valeurs a�n de traiter moins de données et
ainsi diminuer les temps de calculs. Nous échantillonnons donc chaque fenêtreW par pas
angulaire de� � d = 30° et pour un rayon maximal par rapport au centre deW de Rd = 7.
La �gure Fig. 4.6 représente des exemples de fenêtres glissantes de di�érentes tailles,10x10
pour les séquencesbottle et surf (correspondant respectivement à la première et troisième
ligne) et 20x20 pour la séquence issue de la base de donnéesSMD. En ce qui concerne plus
particulièrement la dimension du vecteur de caractéristiques avant classi�cation, nous avons
�xé sa valeur à 3 après de nombreux tests expérimentaux. Ce choix signi�e que l'on ne garde
que les3 premières valeurs propres du résultat de laPCA. En e�et, une telle représentation
de l'information est su�sante en raison du fait que plus de95%de l'information est contenu
dans ces3 premières valeurs propres (tests e�ectués sur plus10000fenêtres à partir d'images
issues de vidéos de l'ensemble de nos données d'expérimentation). Les �gures Fig. 4.6b 4.6e
4.6h correspondent à une représentation visuelle de la valeur de ces3 valeurs propres codées
sur les3 canaux de l'image RGB pour chacune des fenêtres échantillonnées. On constate
que les fenêtres localisées sur les objets sont plus riches que celles situées sur le fond marin,
confortant l'hypothèse initiale selon laquelle les objets contiennent beaucoup plus de disconti-
nuités dans la fonction d'intensité de l'image à des échelles plus �nes. Cela se traduit par des
variations fréquentielles plus importantes et par conséquent, par une plus grande distinction
des coe�cients de la FFT entre une fenêtre située sur le fond marin d'une fenêtre située sur
un objet. Les �gures Fig. 4.6c 4.6f 4.6i représentent le résultat de la classi�cation en2 classes
de l'algorithme des K-means en utilisant comme données d'entrée les vecteursVi dé�nis dans
3.3.2.2. On peut constater que la classi�cation permet de séparer e�cacement les fenêtres
contenant des variations fréquentielles élevées de la texture tout en écartant la majeure partie
des fenêtres contenant du fond marin.

La classi�cation des zones de l'image étant e�ectuée, une fusion des résultats avec l'ensemble
des points intérêt rigides est ensuite procédé a�n de réduire le nombre de faux-positifs et
ainsi améliorer la qualité globale de la détection (c.f. 3.3.2.2). Comme on peut le constater
sur la �gure Fig. 4.7, les fenêtres positionnées sur le fond marin mais classées comme objet
ainsi que les points d'intérêt considérés comme faux-positifs car classés comme rigides alors
qu'ils appartiennent également au fond marin sont �ltrées à l'aide de l'opération de fusion.
Un échantillon des résultats obtenus avec l'approche est représenté en �gure Fig. 4.8.
Le tableau 4.1 reporte les résultats de notre méthode comparativement aux méthodesMOG2
[Ziv04] et KNN [Zv06] en utilisant les métriques présentées plus haut. Le tableau 4.2 reporte
les résultats obtenus en termes de vrais-positifs, faux-négatifs, faux-positifs et F-mesure.
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(a) (b) (c)

(d) (e) (f)

(g) (h) (i)

Figure 4.6 � Exemples de résultats intermédiaires de l'approche par discrimination
spatiale. La première colonne représente les images originales, la seconde colonne cor-
respond à l'a�chage des 3 première valeurs propres obtenues après calcul de la PCA
codées sur les 3 canaux RGB de l'image et la troisième colonne représente le résul-
tat de la classi�cation en 2 classes (représentées par les fenêtres bleues et vertes) par
l'algorithme des K-means.
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(a) (b) (c) (d)

(e) (f) (g) (h)

Figure 4.7 � Exemples du résultat de fusion de la classi�cation par l'algorithme des
K-means et des points d'intérêt rigides. La première colonne correspond aux images
originales, la seconde colonne représente la classi�cation par l'algorithme des K-means
des fenêtres de l'image, la troisième colonne représente l'ensemble des points d'intérêt
avec respectivement en vert et en rouge les points d'intérêt non-rigides et rigides, la
quatrième colonne correspond à la fusion des deux approches et à la détection �nale.

(a) (b) (c) (d) (e) (f)

(g) (h) (i) (j) (k) (l)

(m) (n) (o) (p) (q) (r)

(s) (t) (u) (v) (w) (x)

Figure 4.8 � Echantillons de vidéos montrant les résultats de l'approche par discrimi-
nation spatiale ; la première, deuxième et troisième ligne représentent respectivement
la séquence bottle, chopper et jump de la base de données UCSD ; la quatrième ligne
correspond à la base de données Full-HD.
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Seq. Num. Frame Metrics Our Method KNN MOG2

bottle

25

recall 0.841 0,517 0,165
precision 0.665 0.56 0.63
fall out 0.01 0.007 0.002

speci�city 0,9902 0,9924 0,998
Fmeasure 0.744 0.544 0.259

jump

75

recall 0,671 0,594 0,254
precision 0,580 0,282 0,327
fall out 0,052 0,138 0,047

speci�city 0,95 0,861 0,931
Fmeasure 0.592 0.39 0.269

skiing

105

recall 0,501 0,003 0,025
precision 0,376 0,044 0,022
fall out 0,017 0,0013 0,019

speci�city 0,9831 0,9814 0,9811
Fmeasure 0.392 0.006 0.024

birds

65

recall 0,608 0,187 0,047
precision 0,293 0,03 0,012
fall out 0,012 0,027 0,028

speci�city 0,987 0,973 0,972
Fmeasure 0.437 0.048 0.015

surfers

35

recall 0,649 0,517 0,263
precision 0,293 0,041 0,043
fall out 0,012 0,080 0,04

speci�city 0,987 0,919 0,96
Fmeasure 0.457 0.076 0.073

cyclists

24

recall 0,262 0,389 0,083
precision 0,46 0,052 0,063
fall out 0,008 0,137 0,029

speci�city 0,992 0,968 0,971
Fmeasure 0.315 0.087 0.073

landing

44

recall 0,435 0,285 0,172
precision 0,437 0,018 0,02
fall out 0,003 0,084 0,044

speci�city 0,996 0,915 0,955
Fmeasure 0.447 0.036 0.036

Tableau 4.1 � Rappel, précision, taux de faux-positifs, taux de vrais négatifs et Fmesure
pour la base de données UCSD. Taille de la fenêtre glissante de 9x9.
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Seq. Num. Frame Error Our Method

MVI_1610_VIS
537

TP 2148
FN 958
FP 785

Fmeasure 0.727642

MVI_1646_VIS
514

TP 2541
FN 1942
FP 696

Fmeasure 0.656212

MVI_1623_VIS
45

TP 122
FN 148
FP 102

Fmeasure 0.505209

Tableau 4.2 � TP, FN, FP et Fmeasure sur la base de données SMD.
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4.6 Evaluation de l'algorithme détection basée sur l'ap-
prentissage profond

Nous proposons ici de discuter des détails d'implémentation, des résultats intermédiaires
et �naux ainsi qu'une étude quantitative de l'approche de détection par CNN détaillée
précédemment 3.3.3. Comme discuté dans le chapitre précédent, nous avons proposé une
approche de génération de propositions rigides qui se base sur le résultat de classi�cation des
points d'intérêt rigides. Nous créons donc pour chaque point d'intérêt rigide, un ensemble de
3 rectangles englobants centrés autour de sa position. A�n de garantir la détection de bateaux
de forme et de taille di�érente, nous avons choisi de générer ces rectangles englobants sur
3 échelles di�érentes, donnant lieu au �nal à un ensemble deK = 9 rectangles englobants
par points d'intérêt rigides. La taille du rectangle initiale (c.f. 3.3.3.3) servant à générer les
rectangles suivants a été choisi de manière empirique àN0 = 30. En e�et, l'objectif étant
également de détecter un panel de cibles de taille et de forme di�érente, ce choix permet de
garantir la recherche d'embarcation de faible taille (de type tanker mais éloignée par rapport
à la caméra ou de type jet-ski mais proche de la caméra).

Les résultats comparatifs de la détection d'objet maritime sont résumés dans le tableau
Tab.4.3 pour la base de donnéesSMD, dans le tableau Tab.4.4 pour la base de données
UCSD, dans le tableau Tab.4.5 pour la base de donnéesFull-HD et dans le tableau Tab.4.6
pour la base de données4K. On peut noter que le modèle utilisé pour comparer les résultats
correspond à la version "fast" du réseau de neurone convolutifZF [MR14], et le modèle
public VGG16 [KA15]. Chacun de ces deux modèles a été testé en utilisant les deux jeux
de paramètres suivants : Faster-RCNN_VGG_1 et Faster-RCNN_ZF_1 (paramètres par
défaut) : taille en pixel du côté le plus petit = 600, taille maximale en pixel du côté le plus
long de l'image d'entrée redimensionnée =1000, régression des rectangles englobants = activé,
seuil NMS utilisé sur les propositions générées par leRPN = 0:7, nombre de rectangles avant
d'appliquer NMS sur les propositionsRPN = 6000et le nombre de rectangles après avoir
appliqué l'algorithme NMS aux propositionsRPN = 300. Pour Faster-RCNN_VGG_2 et
Faster-RCNN_ZF_2, seulement les deux premiers paramètres sont di�érents : la taille en
pixel du côté le plus petit de l'image d'entrée =1200et la taille maximale en pixel du côté le
plus long de l'image redimensionnée =2000.

On peut observer que la méthode proposée obtient les meilleures performances en termes
de F-measure ou, en d'autres mots, le meilleur compromis entre le taux de faux-positifs et
de faux-négatifs. Cela peut être expliqué par le fait que l'approche proposée se concentre
uniquement sur la génération de propositions sur des zones pouvant potentiellement contenir
des objets et par conséquent diminuer de manière drastique le nombre de faux-positifs et de
faux-négatifs.

Precision Recall F-measure
Faster-RCNN_VGG_1 0.59 0.53 0.56
Faster-RCNN_VGG_2 0.67 0.75 0.71
Faster-RCNN_ZF_1 0.62 0.66 0.64
Faster-RCNN_ZF_2 0.73 0.76 0.74

Our method 0.77 0.79 0.78

Tableau 4.3 � Précision, rappel, et F-measure pour la base de données SMD.
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Precision Recall F-measure
Faster-RCNN_VGG_1 0.54 0.6 0.57
Faster-RCNN_VGG_2 0.71 0.73 0.72
Faster-RCNN_ZF_1 0.65 0.69 0.67
Faster-RCNN_ZF_2 0.75 0.71 0.73

Our method 0.81 0.79 0.8

Tableau 4.4 � Précision, rappel, et F-measure pour la base de données UCSD.

Precision Recall F-measure
Faster-RCNN_VGG_1 0.59 0.63 0.61
Faster-RCNN_VGG_2 0.66 0.7 0.68
Faster-RCNN_ZF_1 0.69 0.6 0.64
Faster-RCNN_ZF_2 0.75 0.79 0.77

Our method 0.85 0.81 0.83

Tableau 4.5 � Précision, rappel, et F-measure pour la base de données Full-HD.

Precision Recall F-measure
Faster-RCNN_VGG_1 0.65 0.69 0.67
Faster-RCNN_VGG_2 0.69 0.72 0.7
Faster-RCNN_ZF_1 0.7 0.74 0.72
Faster-RCNN_ZF_2 0.7 0.81 0.76

Our method 0.81 0.89 0.85

Tableau 4.6 � Précision, rappel, et F-measure pour la base de données 4K .

On note que d'autres algorithmes de post-traitement de proposition sont possibles. Par
exemple, dans le contexte du suivi d'objets maritimes, il est utile de procéder à une analyse
postérieure de la proposition plus approfondie pour la détection de potentielles occlusions.
La �gure Fig.4.9(c)(d)(g)(h) montre quelques résultats de reconnaissance d'objet basé vidéo
sur des vidéos maritimes full-HD et4K . Les �gures Fig. 4.10 4.11 représentent les résultats
�naux obtenus sur l'ensemble des bases de données utilisées pour les tests.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figure 4.9 � Résultats vidéo (à T = 0 et T = 20 sec) utilisant une vidéo Full-HD
issue de la base de données SMD représentée par les 2 premières lignes et une vidéo
maritime 4K issue de la base de données 4K représentée par les 2 dernières lignes. La
première et troisième ligne représente la génération de propositions rigides (en vert
sont représentés les points d'intérêt rigides extraits et en rouge les propositions rigides
générées à partir des points d'intérêt).
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(a) (b) (c) (d) (e)

(f) (g) (h) (i) (j)

(k) (l) (m) (n) (o)

Figure 4.10 � Exemples de résultat de l'approche de détection par CNN. La première
ligne correspond à une vidéo de la base de données 4K , la deuxième ligne correspond
à la base de données SMD, la troisième ligne représente une vidéo Full-HD.

(a) (b) (c) (d) (e)

(f) (g) (h) (i) (j)

(k) (l) (m) (n) (o)

Figure 4.11 � Exemples de résultat de l'approche de détection par CNN. La première
et deuxième ligne correspond à des vidéos de la base de données UCSD, la troisième
ligne représente une vidéo Full-HD.
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4.7 Conclusions

Au cours de ce chapitre, nous avons présenté les données utilisées ainsi que les résultats
obtenus avec celles-ci pour les approches présentées dans le chapitre précédent (cf 3). Comme
évoqué dans la section 4.2, le sujet de la surveillance maritime et plus particulièrement de la
lutte contre la menace asymétrique est un sujet fermé compte tenu du caractère con�dentiel
du domaine (étroitement lié à la défense). L'acquisition de bases de données publiques est par
conséquent une tâche relativement complexe. La di�culté à e�ectuer des tests comparatifs
avec d'autres approches de l'état de l'art est d'autant plus di�cile qu'il n'existe que très peu
de vidéos proposant des données deground truth (vérité terrain) permettant une analyse
parcimonieuse des nouvelles méthodes de détection dans un tel contexte. Nous avons donc
dans un premier temps constitué une base de données proposant principalement des vidéos
issues du contexte maritime, mais également des vidéos plus générales issues de bases de
données connues et traitant de la détection d'objets dans un scénario proposant un fond
dynamique.

Dans un second temps, nous avons présenté les analyses ainsi que les résultats qualitatifs
de l'approche principale développée au cours de la thèse à savoir la détection de zones
contenant des navires par analyse de la rigidité au long terme. A travers les di�érents résultats
intermédiaires, nous avons pu con�rmer l'hypothèse de départ et démontrer que la méthode
permet de séparer e�cacement les régions des images contenant des bateaux de celles contenant
du fond marin.

Une présentation des di�érentes métriques employées a�n d'évaluer les algorithmes a ensuite
été réalisée. Basé sur ces métriques, nous avons présenté les évaluations quantitatives des
deux principales approches de post-traitement permettant la détection �nale des navires. Les
résultats des expérimentations de l'algorithme de regroupement perceptuel par discrimination
spatiale ont été présentés. Ces résultats démontrent la pertinence de l'hypothèse selon laquelle,
les objets d'intérêt contiennent plus de discontinuité que le fond marin. En e�et, on constate
que comparativement à des méthodes de soustractions de fond de l'état de l'art, notre méthode
obtient des meilleurs résultats dans un contexte maritime pour la séparation des régions
contenant des objets évoluant dans un fond dynamique. Cela s'explique par la di�culté de
ce type d'approche à modéliser e�cacement les pixels appartenant aux navires lors de la
présence d'un fond variant fortement dans le temps. La contrepartie de cet algorithme réside
dans sa complexité de calcul, ne permettant pas d'être employé dans un contexte temps réel.
Du fait que le calcul du descripteur fréquentiel s'e�ectue sur l'ensemble de l'image au moyen
d'une fenêtre glissante, cela entraîne des temps de calcul trop importants.

Dans un second temps, les résultats de l'approche basée sur l'apprentissage profond ainsi
que son évaluation ont été présentés. Cette approche propose de très bons résultats dans un
contexte maritime à des �ns de détection de bateaux, notamment dans un contexte de menace
asymétrique. En e�et, la capacité du réseau de neurones convolutifs en termes de temps de
calcul et de précision nous pousse à constater que cette approche de post-traitement se trouve
être la plus optimale.

L'algorithme développé au cours de la thèse pour la détection de navires que nous avons
�nalement choisi consiste donc dans un premier temps en la génération de propositions
grâce à l'algorithme de classi�cation de zones rigides de l'image par suivi au long terme
de points d'intérêt SIFT. Ces propositions rigides constituent les données d'entrée d'un
réseau de neurones convolutif de type Fast-RCNN permettant à la fois de �ltrer les fausses
alarmes préalablement détectées mais également d'e�ectuer la détection �nale en calculant
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les rectangles englobants autour des di�érents objets de la scène. L'intérêt secondaire dans
l'utilisation de ce type de réseau est qu'il permet également de réaliser une régression des
propositions initiales a�n de les positionner plus précisément sur les objets détectés.
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Intégration des solutions
algorithmiques de la thèse dans une
application réelle de tenue de situation

5.1 Introduction

Dans ce chapitre, nous présentons le projet RAPID (Régime d'APpui à l'Innovation Duale)
DIAMANT (Détection Image Adaptée aux Menaces Asymétriques Navales et Terrestres) qui
intègre les solutions algorithmiques présentées dans les chapitres précédents. Ce projet est issu
de la collaboration du laboratoire du LIS, de l'entreprise CS GROUP et de la DGA (Direction
Générale de l'Armement) et a pour objectif d'estimer de nouvelles approches innovantes pour
la détection de menaces positionnées sur la frange côtière, à la rupture de milieu mer-terre.
L'objectif est d'améliorer la performance des systèmes de détection de menaces dans le cadre
des systèmes de combat naval face aux menaces asymétriques venant de la terre (composante
militaire) et dans le cadre des systèmes de sécurité de sites industriels et portuaires installés
sur la frange littorale (composante civile). La mise au point de la maquette DIAMANT permet
l'analyse, par traitement temps réel ou sur séquence vidéo, de nouveaux algorithmes dédiés à
la veille marine en milieu côtier par exploitation des images visibles haute résolution (4k).
Dans la suite de ce chapitre, nous introduisons CS GROUP, un des acteurs de ce projet puis,
nous présenterons la maquette DIAMANT de manière générale en détaillant les di�érents
modules implémentés ainsi que la présentation de l'IHM et de ses fonctionnalités. Nous �nirons
par une section consacrée aux di�érentes expérimentations réalisées et aux résultats obtenus.
En�n, la conclusion nous permettra de présenter le bilan de ce projet.

91
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5.2 Présentation de CS GROUP

CS Group (ou CS) est un acteur majeur des systèmes de communications aéronautiques
civiles et militaires et de la simulation. CS est également présent dans le domaine des
systèmes de surveillance maritime, notamment dans les zones littorales (protection portuaire,
surveillance côtière). L'entreprise renforce sa compétence depuis le milieu les années 2000 dans
les domaines de la détection côtière et de l'analyse des phénomènes sur la frange terre-mer
pour la surveillance maritime. Le traitement d'images basé sur des �ux vidéo visibles ou
infrarouges a été développé par CS pour la conception de systèmes d'alerte précoce et de suivi
des cibles de surface. Suite aux évolutions technologiques et aux exigences opérationnelles,
des e�orts importants ont été consacrés à la gestion de plusieurs �ux vidéo et à la création
d'interfaces utilisateur graphiques (GUI) a�chant la situation maritime au sein d'un système
de commandement et de contrôle (C2). En outre, des algorithmes ont été mis en ÷uvre à
l'aide de solutions classiques pour la segmentation et le suivi de la cible sur son arrière-plan.
Malgré de bons résultats, il est devenu évident que de nouvelles approches robustes étaient
nécessaires pour répondre à des besoins tels que ceux de la Marine nationale (amélioration de
l'automatisation des traitements).

La Figure Fig. 5.1 montre la poussée d'innovation de la dernière décennie et l'expérience
industrielle acquise par CS Toulon à travers ses nombreux projets dans ce domaine. Il souligne
également le pas franchi dans les techniques avancées de traitement d'image.

Les algorithmes utilisant l'intelligence arti�cielle représentent la solution privilégiée depuis
2014 par CS GROUP et ses partenaires pour l'évolution des systèmes de surveillance maritime.
En 2016, CS a investi dans une thèse [DR-3] explorant une toute nouvelle approche d'analyse
temporelle et spatiale pour la détection d'objets maritimes. En collaboration avec l'Université
de Toulon, ce travail a illustré comment le traitement d'image dans les bandes spectrales
visibles à l'aide d'une solution par critère de rigidité associée à un réseau de neurones profond
convolutionnel peut être e�cace pour distinguer les bateaux des fonds marins et terrestres
([DR-1], [DR-2]). Suite aux résultats obtenus dans le projet DIAMANT et présentés dans le
cadre de ce rapport, CS continue à s'impliquer dans le domaine de la recherche en lançant une
nouvelle thèse en 2020 nommée � reconnaissance intelligente de bateaux pour la surveillance
côtière contextuelle � en partenariat avec l'institut méditerranéen en océanographie (MIO)
de l'Université de Toulon et le centre OTAN pour la recherche maritime et l'expérimentation
(CMRE) basé à la Spezia. Ce projet de thèse se situe dans le domaine de l'analyse de scènes
maritimes côtières à partir d'images caméra pour di�érentes conditions d'emploi. L'objectif sera
de mettre au point une méthodologie qui permettra de raisonner avec des classi�eurs entraînés
dans di�érents contextes (environnemental et utilisateur) et ainsi connecter les méthodes de
classi�cation par apprentissage profond avec le raisonnement logique sous incertitude.



Présentation de CS GROUP 93

Figure 5.1 � Feuille de route de CS GROUP en sécurité maritime.
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5.3 Présentation de la maquette DIAMANT

5.3.1 Présentation générale

L'objectif du projet est de concevoir et tester des algorithmes, ainsi que de réaliser et
expérimenter une maquette représentative pour la surveillance maritime à l'aide de traitements
d'images. A�n d'atteindre ces objectifs, les traitements de la maquette DIAMANT sont
structurés en cinq fonctions principales :

� "Module Gestion de la base de données" : Fonction d'archivage des �ux vidéo et de mise
à disposition de ces �chiers,

� "Module Traitement vidéo" : Fonction d'acquisition du �ux vidéo (visible 4k) ou de
relecture des �chiers vidéo précédemment enregistrés et stockés,

� "Module Détection/reconnaissance" : Fonction d'extraction des cibles par rapport aux
fonds,

� "Module Pistage" : Fonction de création de pistes par mise en correspondance des plots,
de suivi et prédiction temporelle des pistes,

� "Module super-résolution" : Fonction d'amélioration visuelle de la cible (amélioration de
la résolution).

Le schéma représenté par la �gure Fig. 5.2 présente l'organisation de ces processus.

Figure 5.2 � Processus de la maquette DIAMANT.
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Les cinq modules ont les responsabilités suivantes :

� MODULE GESTIONNAIRE DE BASE DE DONNEES :

1. Permettre l'archivage de �chiers vidéo,

2. Permettre l'accès aux �chiers archivés.

� MODULE TRAITEMENT VIDEO :

1. Capacité à extraire les trames du �ux temps réel entrant,

2. Capacité à extraire en temps réel les trames du �chier vidéo entrant,

� MODULE DETECTION/RECONNAISSANCE :

1. Composé de 2 sous-modules, le sous-module d'extraction et le sous-module de
reconnaissance :

(A) Sous-module d'extraction :

(a) Doit réaliser l'extraction des pixels supposés appartenir à des cibles,

(b) Doit calculer des propositions (espace rectangulaire autour des pixels
retenus).

(B) Sous-module de reconnaissance :

(a) Doit lire en entrée les propositions fournies par le sous-module extraction,

(b) Doit fournir les probabilités d'appartenance aux classes retenues pour le
réseau de neurones.

2. Doit réaliser un choix parmi l'ensemble des sorties du sous-module de reconnaissance
pour retenir la classe la plus probable pour l'ensemble de pixels (proposition)
appartenant aux cibles détectées.

� MODULE PISTAGE :

1. Doit assurer la création de pistes à partir des propositions.

2. Doit réaliser l'estimation/prédiction sur les pistes.

3. Doit gérer :

(A) l'apparition de nouvelles pistes,

(B) la suppression de pistes.

4. Doit gérer la numérotation incrémentale des pistes.

� MODULE SUPER-RESOLUTION :

1. Doit améliorer la résolution sur une piste fournie et produire une image � améliorée
� de la piste.

Les di�érentes fonctionnalités et résultats de la maquette sont a�chés sur l'IHM développée
par CS GROUP que nous présentons dans la section suivante.
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Figure 5.3 � Les di�érentes zones de l'IHM principale.

5.3.2 Présentation de l'IHM et des fonctionnalités de la maquette

La fenêtre principale de l'IHM DIAMANT est divisée en plusieurs zones (cf. Fig. 5.3) :

� Zone 1 : A�chage du �ux vidéo : Cette zone permet de visualiser le �ux vidéo entrant
(soit directement issu de la caméra, soit par relecture du �chier vidéo en local). La
vidéo est a�chée en résolution native 4K, cette zone permet également de visualiser les
résultats de détection, de reconnaissance (symbole OTAN et de pistage).

� Zone 2 et 4 : A�chage des pistes : Cette zone permet d'a�cher jusqu'à 4 pistes
sélectionnées par l'opérateur soit directement sur la vidéo (rectangle englobant), soit sur
la table des pistes. Ces zones sont appelées les vignettes d'a�chage. 2 fonctionnalités
sont accessibles dans chaque vignette :

� Un zoom numérique (bouton gris en bas à droite)

� La super résolution (bouton bleu en haut à droite, nommé SR).

� Zone 3 : Cette zone est dédiée à la liste des pistes. Elle permet également de pouvoir se
connecter à la base de données pour archiver ou rechercher une vidéo.

La �gure Fig. 5.4 présente un exemple d'implémentation. Comme on peut le constater,
chaque détection permet l'initialisation d'une piste caractérisée par un numéro de piste et par
un rectangle englobant positionné dans la zone 1. Chaque piste possède sa propre instance
de tracking permettant de procéder à son suivi au cours du temps. On associe également à
chaque piste un historique de sa position permettant de visualiser sa trajectoire et ce, depuis
la détection initiale. Un pictogramme correspondant au résultat de la classi�cation de la piste
par le module d'identi�cation (cf. 5.3.3.1) est a�ché au niveau du rectangle englobant mais
également dans la zone 3 (cf. Fig. 5.3). Ce pictogramme correspond au symbolismeOTAN et
permet de regrouper les di�érentes catégories de bateaux existantes en type de bateauOTAN
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Figure 5.4 � Exemple d'implémentation de l'IHM principale.

pour une compréhension globale à la fois des symboles, mais aussi des noms des classes (cf.
5.5). Une autre fonctionnalité de la maquette DIAMANT est la possibilité de sélectionner
une piste présente dans la zone 1 (à l'aide d'un clique gauche de souris sur son rectangle
englobant) a�n de l'a�cher dans une des vignettes présentes dans l'IHM (zones 2 et 4). Une
fois la piste présente dans la vignette, un zoom numérique peut être réalisé a�n d'obtenir
d'avantages d'informations visuelles sur celle-ci. Un bouton notéSR et placé en haut à droite
de chaque vignette contenant une piste permet de lancer le processus de superrésolution (cf.
5.3.4). La liste des pistes ainsi qu'un résumé des informations associées est a�ché dans la
zone 3 permettant de sélectionner/désélectionner une piste a�n de l'a�cher ou non dans les
di�érentes vignettes.

5.3.3 Description des di�érents modules

5.3.3.1 Module de détection et d'identi�cation

Cette section décrit les méthodes constituant des modules identi�cation et détection,
développées et implantées dans la maquette DIAMANT. Le module de détection s'appuie en
grande partie sur les travaux réalisés au cours de la thèse. Le contexte du projet DIAMANT se
caractérise principalement par l'objectif ambitieux de réaliser un traitement temps réel sur un
�ux vidéo ultra haute résolution (UHD 4k, soit un �ux d'images de résolution 3840Ö 2160).
Cette taille d'image conduit cependant à un volume très important de données à manipuler
par le réseau de neurones. Dans le cas d'un modèle classique tel que le réseau VGG16 constitué
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de 13 couches de convolution et 3 couches entièrement connectées, la génération de l'image de
caractéristiques en entrée du RPN implique la manipulation d'un volume de 20 Go de données
intermédiaires. Même en considérant une carte graphique moderne et de grande capacité,
un tel volume laisse très peu de place pour la génération des zones candidates par le RPN
ainsi que pour les autres traitements envisagés dans le projet (tel que la super-résolution).
En conséquence une stratégie d'optimisation permettant de limiter l'impact du calcul sur le
GPU a été développée dans DIAMANT. Celle-ci est basée sur un traitement spéci�que de
recherche de zones candidates qui tient compte des particularités de l'environnement. Dans
l'approche proposée, la sélection de zones candidates est réalisée en utilisant l'information
temporelle pour détecter des pixels rigides, comme présentée dans le chapitre 3 3.3.3.3. Ce
traitement peut être réalisé en temps quasi réel par le CPU. L'avantage de cette approche est
double, elle permet de décharger le GPU des traitements réalisés par le RPN mais également
de limiter le nombre de zones candidates ce qui, là également, limite la charge mémoire et de
calcul du GPU.

Les traitements de reconnaissance et de détection implémentés dans la maquette DIAMANT
sont basés sur la librairie Ca�e, libre de droit développée par le laboratoire � Berkeley Vision
and Learning Center � (BVLC : http ://ca�e.berkeleyvision.org/). Elle est développée en
C++ pour Linux et possède des couches logicielles permettant de l'interfacer avec Python et
Matlab. Comme pour toutes les méthodes de classi�cation supervisées utilisant l'apprentissage
automatique, l'utilisation des réseaux de neurones convolutifs se décompose deux phases :

� La phase d'apprentissage. Celle-ci utilise une base de données d'images pré-classées pour
ajuster les paramètres du modèle de classi�cation.

� La phase de prédiction. Cette étape consiste simplement à utiliser le modèle appris pour
prédire la classe d'une image observée.

La phase d'apprentissage d'un réseau de neurones utilisant Ca�e nécessite 4 étapes
principales :

� Préparation des données. Dans cette étape, les images sont préparées et conditionnées
dans un format utilisable par les fonctions de la librairie.

� Dé�nition du modèle. Cette étape permet de dé�nir l'architecture et la con�guration du
réseau de neurones. Ces informations sont enregistrées dans un �chier avec une extension
.prototxt

� Dé�nition du � solver �. Le solver est l'algorithme chargé de l'optimisation du modèle
c'est-à-dire de l'estimation du meilleur jeu de paramètres à partir de l'ensemble d'ap-
prentissage. La con�guration du solver est dé�nie dans un �chier ayant une extension
.prototxt

� Estimation du modèle. A partir de l'ensemble d'apprentissage, le modèle est estimé à
l'aide d'un processus d'entraînement qui est exécuté par une commande ca�e. A la �n de
cette étape, le modèle appris est constitué d'un �chier avec une extension .ca�emodel.

A la �n de la phase d'apprentissage, le modèle constitué du �chier .ca�emodel peut être
utilisé pour réaliser une prédiction sur une nouvelle image. L'apprentissage des di�érents
modèles décrits dans ce document a été réalisé en utilisant un serveur DELL équipé de 2 CPU
Xéon Silver et d'une carte graphique Nvidia GTX2080Ti.
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5.3.4 Module de super-résolution

L'algorithme de super-résolution implémenté dans le contexte du projet DIAMANT repose
sur une approche inspirée des méthodes historiques : une estimation approximative de l'image
haute résolution est dans un premier temps réalisée par interpolation (type bicubique).
Un réseau de neurones est ensuite utilisé pour corriger les e�ets de �ou et restituer les
composantes haute fréquence. Ce type d'approche est notamment utilisé dans plusieurs
travaux de la littérature [DLT16, KLL15, TYL17].

Le modèle implanté repose sur un réseau de neurones très profond inspiré des travaux
de Simonyan and Zisserman [SZ14]. Les réseaux très profonds sont généralement considérés
comme étant très performants pour l'apprentissage de transformations complexes. Ils présentent
cependant un certain nombre de di�cultés dont il est nécessaire de tenir compte :

� Réduction du champ réceptif. Le premier inconvénient lié à l'utilisation des réseaux
très profonds résulte de la réduction du champ perceptif à mesure que les di�érentes
convolutions s'opèrent au travers du réseau. Ainsi, si l'on considère une image de
dimensions(n + 1 � n + 1) appliquée en entrée d'une couche de convolution de champ
perceptif (n � n), l'image résultante sera de dimensions(2 � 2). Dans le cas d'un réseau
présentant un nombre important de couches, la taille �nale de l'image devient ainsi
inexploitable. L'approche choisie pour résoudre ce problème, consiste à augmenter
arti�ciellement la taille de chaque image en entrée des di�érentes couches de convolution
en ajoutant une bande périphérique de pixels nuls (zero padding). La taille de cette
bande est déterminée de telle sorte que les images en sortie conservent des dimensions
identiques. Bien que relativement simple dans sa mise en oeuvre, l'approche par zero
padding s'avère très e�cace et permet ainsi d'estimer correctement les pixels proches
du bord de l'image.

� Explosion/disparition du gradient. A�n de fournir un résultat pertinent le réseau doit
propager une information sur toute sa profondeur au travers des di�érentes couches.
Dans le cas d'un réseau très profond cela implique qu'il présente des dépendances à long
terme entre l'entrée et la sortie. Comme l'ont démontré Bengio et al., ce type de réseaux
est plus particulièrement sujet au problème de la disparition ou à l'explosion du gradient
au cours de l'apprentissage [BSF94]. A�n de résoudre ce problème nous utilisons une
approche dite par apprentissage du résidus (residual learning). Pour rappel, l'ensemble
d'apprentissage d'un modèle de superrésolution est généralement constitué de couples
d'imagesf x(i ) ; y(i )gN

i =1 où x(i ) est une image basse résolution ety(i ) sa version haute
résolution. Le principe de l'apprentissage dans un contexte général consiste à déterminer,
à partir de cet ensemble, une fonction̂y = f (x) où ŷ est l'estimation de l'image haute
résolution et x est l'image basse résolution en entrée. La fonctionf (:) est réalisée par
le réseau de neurones. Dans l'approche residual learning on dé�nit l'image de résidur
comme la di�érence entre l'entrée et la sortie du réseau :r = y� x. Dans ce contexte
l'apprentissage consiste à estimer le résidûr plutôt que l'image haute résolutionŷ à
l'aide de la fonction de perte suivante :

L(w; x; y) =
1
2

jj r � f (x)jj 2 (5.1)

La structure générale du réseau est constituée d'une succession de20 paires de couches
de convolution et non-linéaires de typeReLu (�gure Fig. 5.6). La dernière couche du réseau
de type convolution, calcule l'image résidu qui, ajoutée à l'image basse résolution, constitue
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l'image haute résolution estimée. Des résultats types de ce modèle appliqué à des images de
navires sont présentés en �gure Fig. 5.7.

5.3.5 Module de tracking

L'approche développée dans DIAMANT est basée sur une représentation de l'objet à l'aide
de descripteurs de Haar notamment utilisés pour la détection d'objet [VJ01]. Compte tenu de
l'évolution de l'apparence de la cible, la méthode repose sur un apprentissage en ligne et se
décompose en deux étapes : une étape d'estimation de la position et une étape de mise à jour
du modèle d'apparence. Dans la suite de cette section, nous désignerons par la variablex un
vecteur de caractéristiques de Haar calculé sur une imagette (un patch). L'appartenance à la
cible ou au fond est représentée par la variable aléatoire binairey, ainsi y = 1 correspond à la
cible et y = 0 au fond.

A chaque instant t, l'algorithme estime la positionl t de la cible en maximisant la loi de
probabilité p(y = 1=kx). Soit l(x) la position de l'imagettex ; pour chaque nouvelle image
de la séquence, l'algorithme extrait un ensembleX s d'imagettes dans une zone de recherche
autour de la position courante de la cible dé�nie par la distances :

X s = f x=jj l (x) � l t � 1jj < sg (5.2)

La nouvelle position de la cible (correspondant à l'instantt) est ensuite déterminée en
maximisant la loi p(y = 1=kx) pour toutes les imagettes deX s.

A partir de la nouvelle position de la cible, le modèle de l'apparencep(y=kx) est mis à jour.
L'expression de la loip(y = 1=kx) est déterminée en considérant un ensembleX r d'imagettes
dé�ni par : X r = f x=kl(x) � l t � 1k < r g où r < s . La loi p(y = 0=kx) est déterminée de façon
identique à l'aide d'un ensembleX r;� dé�ni par : X r;� = x=r < kl(x) � l t � 1k < � où � > r .

Dans les méthodes classiques de détection ou de tracking, l'apprentissage de la loip(y=kx)
est réalisé à partir de ces données en considérant un ensemble d'apprentissage constitué par
des couples de valeursf (x1; y1); : : : ; (xn ; yn)g. Cependant, les erreurs de labellisation ou de
positionnement se propagent généralement lors de l'estimation de la loi. A�n de gérer ce
problème, Viola et al. proposent d'utiliser un apprentissage par instances multiples (Multiple
Instance Learning ou MIL) [ZPV06].

Dans l'approche MIL, les donnéesx sont regroupées en ensemblesX i , nomméssacs, pour
lequel est associé un unique label :f (X 1; y1); :::; (X n ; yn)g ou X i = f x i 1; : : : ; xim g. Le label
de chaque sacX i est dé�ni par la règle yj = max

j
(yij ). Ce qui signi�e que le label d'un sac

est positif (contient l'objet) si au moins un élément du sac contient l'objet. Cette approche
permet de tenir compte de l'incertitude qui existe sur la position de la cible. Ainsi, dans
l'approche proposée, l'ensembleX s des observations autour de la cible constitue un unique sac
auquel est associé le labely = 1. A contrario, si l'on suppose que l'incertitude sur la position
de la cible est bornée parr il n'y a pas d'incertitude sur les observationsx de l'ensembleX r;�

pour chacune desquelles est associé un sac de labely = 0.
Pour réaliser l'apprentissage d'un tel modèle, Viola et al. proposent l'algorithme MILBoost

[ZPV06] qui permet l'apprentissage d'un classi�eur de type AdaBoost en maximisant la
log-vraisemblance des sacs donnée par :

L =
X

i

((log p(yi =X i )) (5.3)
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Notons que cette vraisemblance est dé�nie sur les sacs et non sur les observationsx i . A�n
d'exprimer cette vraisemblance en fonction des observations, Viola et al. [ZPV06] proposent
le modèle dé�ni par :

p(yi =X i ) = 1 �
Y

j

(1 � p(yi =xij )) (5.4)

Cette expression permet de garantir la propriété :yj = max
j

(yij ).

L'algorithme MILBoost proposé par Violaet al. est cependant inapplicable dans le contexte
du tracking car il nécessite de disposer de la totalité des observations. Une version en ligne
de cet algorithme est donc nécessaire. Les premières méthodes d'apprentissage en ligne de
classi�eurs AdaBoost ont été proposées par Oza [Oza00]. Ces travaux ont ensuite été étendus
par Grabner et al. [GGB06] et Balenko et al. [BYB09].

Avant de décrire les approches en ligne rappelons tout d'abord les principes de la méthode
AdaBoost. Le principe du boosting consiste à combiner linéairement les résultats d'un ensemble
de classi�eurs faibleshk(x) pour obtenir un classi�eur fort :

H (x) =
KX

k=1

� khk(x) (5.5)

où les � k constituent des pondérations qui dé�nissent l'in�uence relative de chaque
classi�eur faible sur le résultat. Dans les méthodes détection basées sur AdaBoost, les
classi�eurs faibles sont généralement dé�nis comme des seuillages simples sur les composantes
du vecteur descripteur. L'optimisation consiste alors à déterminer lesK composantes du
vecteur de caractéristique les plus e�caces. Une approche séquentielle est généralement mise
en oeuvre en optimisant le critère :

(hk ; � k) = argmaxh J (H k� 1 + � h) (5.6)

où H k� 1 est le classi�eur fort estimé avec les(k � 1) premiers classi�eurs faibles (voir
[VJ01] pour plus de détails sur la méthode AdaBoost appliquée à la détection d'objets).

Dans l'approche classique, l'optimisation précédente est réalisée sur l'ensemble complet
de données (approche dite batch). Dans l'approche en ligne développée ici, pour chaque
nouvelle image de la vidéo les données d'entraînement sont constituées par les couples
f (X 1; y1); :::; (X n ; yn )g. Les lois de probabilitép(y=kx) sont estimées à l'aide de la relation :

p(y=x) = � (H (x)) (5.7)

où � (x) = 1
1� e� x est la fonction sigmoïde. Les probabilités associées aux sacsp(y=kX) sont

modélisées en utilisant la relation proposée dans [VJ01] : p(yi =X i ) = 1 �
Y

j

(1 � p(yi =X ij )) .

A�n de simpli�er le problème les poids � k sont intégrés classi�eurs faibles qui retournent
une valeur réelle plutôt qu'une valeur binaire. LesK classi�eurs sont ensuite sélectionnés en
appliquant la règle :

hk = argmaxh2f h1 ;:::;h m g logL(H k� 1 + h) (5.8)
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Figure 5.5 � Les classes DIAMANT et les symboles OTAN associés.
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Figure 5.6 � Modèle de réseau de neurones pour l'estimation superrésolution.

Figure 5.7 � Exemples de résultats sur des images de navires. Première ligne : images
en entrée, deuxième ligne : résultats obtenus, troisième ligne : images de références.
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5.4 Expérimentations et résultats

La maquette DIAMANT est composée :

� d'une caméra4K SONY FCB-ER8300 pour l'enregistrement des séquences vidéo à des
�ns d'estimation des traitements en mode rejeu ainsi que pour l'acquisition des images
et de leur analyse en �ux temps réel

� d'un ordinateur d'analyse comportant 16 Go de RAM, d'un processeur ADM Ryzen 9
3950X avec 16 c÷urs (32 threads) cadencé à 3,5 GHz et d'une carte graphique NVIDIA
Quadro M6000 avec 24 Go de RAM.

L'ensemble du logiciel est implémenté en Qt C++ s'appuyant sur les librairies OpenCV
3.4.1, FFMPEG 3.4.2. L'a�chage des vidéos s'appuie quant à lui sur la librairie OpenGL.

Au cours du projet, de nombreuses expérimentations sur vidéos préalablement acquises
ainsi que sur du �ux temps réel ont été menées. Dans la suite de cette section, nous présentons
les résultats obtenus à l'aide des traitements DIAMANT sur une sélection de séquences vidéo.

5.4.1 Traitement de 2 menaces asymétriques

La séquence vidéo traitée a les caractéristiques suivantes :

Paramètres Caractéristiques
Lieu Port des Oursinières
Fond environnemental mer/ciel/terre
Météo Ciel couvert
Etat de mer 0
Cibles collaboratives vedette et zodiac
Type de scénario cibles en rapprochement
Vitesse de déplacement des cibles collaboratives15 noeuds

Tableau 5.1 � Caractéristiques principales de la séquence vidéo "traitement de 2 me-
naces asymétriques"

Cette première séquence illustre aussi les fonctionnalités implémentées dans la maquette
DIAMANT :

� Automatisation des fonctions de détection, reconnaissance et pistage des cibles d'intérêt

� A�chage du symbole de classi�cation OTAN

� Liste des pistes avec numérotation incrémentale

� A�chage dans la table des pistes de la classi�cation DIAMANT

� Vignettage des cibles pistées à la demande de l'utilisateur

� Centrage de la piste dans chaque vignette (notion de poursuite)

� Possibilité de réaliser un zoom numérique dans chaque vignette (ici x3)

La �gure Fig. 5.9 montre les pistes à la �n du rapprochement.
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Paramètres Caractéristiques
Lieu Port des Oursinières
Fond environnemental mer/ciel/terre
Météo Ciel couvert
Etat de mer 0
Cibles collaboratives vedette et zodiac
Cibles d'opportunité kayak en déplacement latéral

voilier de plaisance
Type de scénario cibles en rapprochement
Vitesse de déplacement des cibles collaboratives15 noeuds

Tableau 5.2 � Caractéristiques principales de la séquence vidéo "traitement de 4 cibles"

5.4.2 Traitement de 4 cibles

La séquence vidéo traitée a les caractéristiques suivantes :
L'image Fig. 5.10 montre la capacité de traitement sur une scène pour le pistage de 4

cibles, soit :

� Détection, reconnaissance et pistage des 4 cibles

� Traitement d'un déplacement latéral

� Reconnaissance exacte des cibles

� Reconnaissance d'un voilier de plaisance (piste 1) à une distance de 3000 m

On note la présence dans cette séquence la présence momentanée de 2 fausses alarmes
(lignes non surlignées dans la table des pistes).

5.4.3 Détection sans prise en compte du sillage

Comme cité précédemment dans ce mémoire, une des di�cultés majeures dans la détection
de navire réside dans la capacité du détecteur de ne pas inclure le sillage dans son rectangle
englobant. En e�et, dû à sa grande richesse texturelle, le sillage est la plupart du temps
di�cile à exclure sans traitements supplémentaires. Nous présentons ici un exemple de résultat
obtenu avec la maquette DIAMANT comprenant le détecteur développé au cours de la thèse
(cf. chapitre 3 3).

La séquence vidéo traitée a les caractéristiques suivantes :
Comme on peut le constater sur la �gure Fig. 5.12, on observe que le carré de détection est

parfaitement centré sur le bateau. Dans cette séquence, le bateau a une taille plus importante
en comparaison avec les précédentes ce qui conforte la capacité du détecteur à prendre en
compte des navires de tailles di�érentes (cf. 3.3.3.3).

5.4.4 Détection avec présence de ré�exions spéculaires

La séquence vidéo traitée a les caractéristiques suivantes :
La �gure Fig. 5.12 montre la capacité de traitement de la maquette DIAMANT en situation

de ré�exions spéculaires. Bien que ce type de situation ne soit pas évident à analyser, on
constate que l'approche DIAMANT permet de ne pas être a�ecté par ce phénomène. On
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Paramètres Caractéristiques
Lieu Port des Pipady
Fond environnemental mer
Météo ensoleillé
Etat de mer 0
Cibles collaboratives 0
Cibles d'opportunité vedette de plaisance
Type de scénario cible en rapprochement
Vitesse de déplacement inconnue
Informations supplémentaires zoom optique activé

Tableau 5.3 � Caractéristiques principales de la séquence vidéo "Détection et recon-
naissance d'une vedette de plaisance"

Paramètres Caractéristiques
Lieu Port des Pipady
Fond environnemental mer/terre/ciel
Météo ensoleillé
Etat de mer 1
Cibles collaboratives 0
Cibles d'opportunité vedette de plaisance
Type de scénario cible en déplacement latéral
Vitesse de déplacement inconnue
Informations supplémentaires zoom optique activé

Tableau 5.4 � Caractéristiques principales de la séquence vidéo "détection en présence
de ré�exions spéculaires"

constate cependant lors d'autres analyses que la ré�exion spéculaire a pour conséquence
d'augmenter très fortement le contraste de l'image faisant apparaître les cibles "noircies" et
diminuant les performances du module de détection/reconnaissance.

5.4.5 Détection avec emploi d'un zoom optique

La séquence vidéo traitée a les caractéristiques suivantes :
La �gure Fig. 5.13 montre la capacité de traitement de la maquette DIAMANT, avec

emploi d'un zoom optique, au niveau de :

� La sélection d'un objet bateau. La scène contient des voitures qui se déplacent sur la
rive. Celles-ci ne sont pas détectées.

� Le zoom optique permet de détecter une vedette de plaisance au mouillage.

� Le zoom numérique accessible sur chaque vignette o�re la possibilité de trouver certains
détails de la cible pistée. Dans cet exemple, on peut connaitre le nombre de personnes
sur le bateau (4).
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Paramètres Caractéristiques
Lieu Port des Pipady
Fond environnemental mer/terre/ciel
Météo ensoleillé
Etat de mer 0
Cibles collaboratives 0
Cibles d'opportunité zodiac et vedette de plaisance
Type de scénario zodiac en déplacement latéral
Vitesse de déplacement inconnue
Informations supplémentaires zoom optique activé

Tableau 5.5 � Caractéristiques principales de la séquence vidéo "emploi d'un zoom
optique".

5.4.6 Détection avec présence par état de mer non nul

La séquence vidéo traitée a les caractéristiques suivantes :

Paramètres Caractéristiques
Lieu Port des Pipady
Fond environnemental mer/ciel
Météo ensoleillé
Etat de mer 3
Cibles collaboratives 0
Cibles d'opportunité zodiac
Type de scénario cible en déplacement latéral
Vitesse de déplacement inconnue
Informations supplémentaires zoom optique activé

Tableau 5.6 � Caractéristiques principales de la séquence vidéo "détection d'un zodiac
par état de mer non nul".

La �gure Fig. 5.14 montre la capacité de traitement de la maquette DIAMANT en présence
de mer non nulle. On constate que le taux de fausse alarme est nul. La bouée dans l'image
n'est pas détectée.

5.4.6.1 Détection multi-cibles

La séquence vidéo traitée a les caractéristiques suivantes :
La maquette DIAMANT peut traiter des situations en présence de diverses cibles.

L'exemple présenté dans cette partie comporte7 cibles (5 puis 2 apparaissant durant la
séquence) :

� 2 semi-rigides

� 4 voiliers de plaisance

� 1 vedette de plaisance
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Paramètres Caractéristiques
Lieu Port des Pipady
Fond environnemental mer/ciel/terre
Météo ensoleillé
Etat de mer 0
Cibles collaboratives 0
Cibles d'opportunité semi-rigide en éloignement

semi-rigide en rapprochement
voiliers de plaisance

Type de scénario multi-cibles
Vitesse de déplacement inconnue

Tableau 5.7 � Caractéristiques principales de la séquence vidéo "détection multi-cibles".

La �gure Fig. 5.15 ne montre que le début de la situation maritime ou3 voiliers de plaisance
ainsi que 2 semi-rigides sont présents. Le semi-rigide en éloignement est en éloignement à une
vitesse importante non évaluée. Le deuxième semi-rigide est en rapprochement lent.

La �gure Fig. 5.16 issue de cette séquence montre que le pistage n'a pas décroché sur le
semi-rigide en éloignement, résultat issu de la stratégie DIAMANT de mettre en avant le
pistage à l'insu de la détection,i.e. d'e�ectuer une détection dans un période relativement
longue a�n de privilégier le tracking au cours du temps. Par ailleurs, cette �gure fait apparaître
2 nouvelles cibles. On note aussi que :

� La piste 5 n'était pas détectée dans la première partie de la séquence, probablement
causée par l'aspect sombre de ses voiles.

� La piste 1 est devenue la piste 8. En e�et, la période de détection a été réglée à60s, le
module de détection/reconnaissance n'a probablement plus détecté de points d'intérêt
sur le bateau au niveau de l'image extraite de la séquence vidéo.10 secondes plus tard,
le bateau est de nouveau détecté et le gestionnaire de pistes alloue le numéro 8 à la
piste initialement numérotée 1.
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Figure 5.8 � Extraits de la vidéo de présentation des performances de la maquette
DIAMANT.
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Figure 5.9 � Pistes en �n de rapprochement.

Figure 5.10 � Traitement de 4 cibles avec un voilier à environ 3000 m du senseur.
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Figure 5.11 � Détection et reconnaissance d'une vedette de plaisance sans prise en
compte du sillage.

Figure 5.12 � Détection et reconnaissance d'une vedette de plaisance en présence de
ré�exions spéculaires.
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Figure 5.13 � Détection d'un zodiac et d'une vedette de plaisance avec zoom numérique
sur le zodiac (vignette 1) et sur la vedette (vignette 2).

Figure 5.14 � Détection et reconnaissance d'un zodiac par état de mer égal à 3.
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Figure 5.15 � Détection multi-cibles - début de la situation.

Figure 5.16 � Détection multi-cibles - évolution de la situation.
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5.5 Conclusions

Le projet RAPID-DIAMANT a pour objectif d'évaluer de nouvelles approches en traitement
d'images pour la surveillance maritime. Les travaux réalisés dans ce projet ont consisté d'une
part à accéder à une base de données de séquence d'image à des �ns d'analyse et d'autre part
à développer une architecture de gestion de l'ensemble des phases de calcul et de présenter
leurs résultats via une maquette adaptée à la visualisation d'une scène maritime. Ce projet
a également permis d'intégrer directement le fruit des recherches e�ectuées au cours de la
thèse dans un projet industriel R&D a�n de véri�er, entre autres, les capacités de l'algorithme
de détection et de reconnaissance. L'approche basée sur le critère de rigidité a�n d'extraire
d'une image les pixels appartenant à une structure rigide telle que présente sur des navires a
permis l'utilisation de la résolution 4K a�n d'obtenir le maximum d'informations contenues
dans les scène observées. En e�et, le gros volume de données que représente cette résolution
(3840x2160sur 10 bits par pixels soit plus de2 milliards de bits par seconde) ne permet pas
d'employer des méthodes dites "classiques". Un ensemble de points d'intérêt sont extraits de
l'image, et permettent de générer les propositions transmises au réseau de neurones. Basé sur
Fast-RCNN et sur un ensemble de classes de navire, le sous-module de reconnaissance analyse
chaque proposition a�n d'en déduire sa probabilité d'appartenance à une des classes retenues.
La maquette DIAMANT, à l'aide de ses paramètres de con�guration, retient les propositions
recherchées a�n d'initier le pistage a�érent. Le pistage représente la dernière étape de calcul
en traitement d'image et permet de suivre le déplacement de piste préalablement détectée.

La simplicité d'emploi de la maquette permet la prise en main rapide de l'outil consistant
à sélectionner, au niveau opérationnel, les pistes détectées automatiquement (selon la con�-
guration désirée) et à la vignetter. Ces vignettes o�rent la possibilité de poursuivre la piste
indépendamment de sa trajectoire et de zoomer dessus a�n d'accéder à une caractérisation
précise comme par exemple le nombre de personnes à bord. En�n, un historique visuel des
pistes est a�ché sur l'image principale suite à la demande de son vignettage. La maquette
possède deux modes de fonctionnement. Le premier permet, par l'intermédiaire d'un accès à
une base de données de séquences vidéo 4K, d'analyser les performances des traitements en
procédant aux ajustements nécessaires d'une part au niveau des calculs et d'autre part en
fonction de leur con�guration. Après l'emploi de ce premier mode, il est d'intérêt d'accéder au
deuxième mode de fonctionnement : le mode � �ux temps réel �. Ce mode permet l'emploi
de la maquette DIAMANT en bordure côtière a�n d'analyser la scène maritime.
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Conclusions et perspectives

6.1 Conclusions

Nous nous sommes intéressés dans cette thèse à l'élaboration de nouvelles méthodes
de détection temps-réel de cibles marines dans le contexte de la surveillance maritime et
plus particulièrement de la lutte contre la menace asymétrique. Les méthodes actuelles et
développées au cours des dernières années sur ce sujet ont largement exploré les algorithmes
de l'état de l'art pour la détection d'objet. Ces méthodes, bien que performantes dans un
contexte où le fond est relativement peu dynamique, ne permettent pas d'obtenir des résultats
satisfaisants dans une scène maritime en présence d'un potentiel grand nombre de cibles à
détecter de formes et de tailles di�érentes. A�n de pallier aux di�érentes problématiques liées
au contexte spéci�que du domaine maritime, nous avons développé une nouvelle approche
en exploitant le caractère rigides des objets par contraste avec le fond de mer déformable.
Basés sur cette hypothèse, nous avons dé�ni un critère de rigidité a�n de séparer les régions
contenant des navires de celles du fond marin. Nous avons démontré à l'aide du suivi au
long terme d'un échantillon de régions à la fois positionné sur les objets d'intérêt rigides
et sur l'arrière-plan dynamique qu'il était possible d'estimer leurs variations au cours du
temps en termes de texture. Le choix de la description numérique de ces textures ainsi que
la mise en place d'une métrique associée à la comparaison de cette même description nous
ont permis de dé�nir une méthode capable de séparer e�cacement les zones rigides des zones
déformables. Nous montrons également dans cette thèse que cette méthode peut être utilisée
pour générer les propositions pertinentes destinées à un modèle de réseau de neurones de
de type Fast-RCNN pour réaliser simultanément la détection et la classi�cation précises des
cibles.

La contribution de cette thèse peut être décrite en 3 points :

1. Proposition d'une nouvelle approche de détection dans un contexte où le
fond est de nature dynamique , L'approche proposée est basée sur l'hypothèse de
rigidité a�n de détecter automatiquement les régions contenant des navires.

2. Traitement de très hautes résolutions , Un des objectifs secondaires de cette thèse
était de montrer la possibilité de traiter de très grands volumes de données tout en
restant dans un contexte temps-réel. Nous avons démontré par le biais d'approches et
des di�érents résultats que cela était possible pour des images 4K dans un contexte
maritime et ce, grâce à l'utilisation de traitements éparses.

3. Intégration des travaux de thèse dans un projet de R&D , L'ensemble des
115
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travaux de thèse ont pu directement être intégrés dans un contexte industriel à travers
le projet DIAMANT. Ce projet possédant des problématiques similaires au sujet de
recherche de la thèse, l'utilisation des algorithmes développés ont permis de montrer
leurs e�cacités ainsi leurs applications dans un contexte temps réel.

D'autre part, le développement de ces di�érents algorithmes a nécessité de constituer une
base de données d'évaluation d'algorithmes de détection de navires. Comme nous l'avons
préalablement évoqué dans ce mémoire, de par la nature con�dentielle du sujet traité,
l'obtention de données proposant une vérité terrain dans le contexte de la surveillance
maritime est relativement di�cile. Nous avons donc constitué une base de données contenant
des vidéos issues sources multiples a�n d'évaluer nos algorithmes.
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6.2 Perspectives

Nous proposons dans la suite de cette section di�érentes perspectives d'amélioration à la
fois technologiques et scienti�ques.

Bien que l'approche de détection développée soit intégrée dans une maquette industrielle
qui propose des résultats temps réel, de nombreuses améliorations restent possible en ce
qui concerne l'accélération des di�érents calculs qui la composent. La première partie de
l'algorithme qui consiste en la génération de propositions rigides est uniquement exécutée par
le CPU. Une amélioration possible serait d'utiliser la puissance de calcul des GPU a�n de
paralléliser les di�érentes tâches qui la compose. Ceci permettrait d'améliorer grandement le
nombre d'image traitées par seconde donnant lieu à des résultats plus précis. En e�et, l'esti-
mation du �ot optique permettant le suivi des zones d'intérêt étant relativement gourmande
en ressource pour des images de grandes résolutions (images 4K), l'implémentation actuelle
ne permet pas de traiter l'ensemble des images fournies par la caméra (par exemple 25 images
par seconde pour la caméra utilisée dans la maquette DIAMANT). Une accélération de ces
calculs donnerait lieu à une estimation du déplacement des régions d'intérêt plus précise et
par conséquent à l'amélioration de l'estimation du critère de rigidité.

Une perspective serait également de développer un algorithme de tracking multi-cibles uti-
lisant entre autres l'estimation du déplacement des pixels préalablement calculée a�n d'obtenir
la cinématique des di�érents navires présents dans la scène. L'information de la cinématique
des di�érents bateaux détectés dans la scène observée permettrait la caractérisation de la
menace, notamment lors de la protection de navires à quai (cf l'attaque du destroyer USS
Cole de la marine des Etats-Unis). Dans une démarche identique de protection d'embarcations
à quai ou de zones sensibles, une projection de la position des cibles détectées peut être
mise en place sur des cartes géographiques. Un tel type de traitement permettrait la levée
d'alerte pour les opérateurs en charge de la surveillance desdites zones lors, par exemple, du
franchissement d'une zone de protection.

L'ensemble des données vidéo utilisées au cours des travaux de thèse sont des vidéos issues
de caméra capturant des images dans le domaine du visible. Une évolution potentielle serait
d'adapter les méthodes développées dans le domaine de l'infrarouge a�n de procéder à une
surveillance tout le long de la journée, y compris lorsque la luminosité n'est pas su�sante.
L'utilisation d'un ou des capteurs de manière simultanée permettrait ainsi de grandement
améliorer les résultats de détection, notamment lorsque les conditions météorologiques ne
permettraient pas d'obtenir des résultats optimaux avec les algorithmes proposés (voir
[HFP+ 18]).

Dans le but d'obtenir une chaîne complète de traitement et a�n de maximiser les chances
d'obtenir de bons résultats de détection et d'identi�cation, nous pourrions imaginer la fusion
des résultats de l'approche proposée avec les résultats obtenus avec d'autres senseurs. Par
exemple, le couplage des détections radar, des informations fournies par les systèmesAIS et
les détections fournies par la méthode développée permettrait de caractériser plus précisément
les navires et par conséquent, d'estimer de manière plus robuste les potentielles menaces
évoluant dans la zone à surveiller [HFP+ 18].

Les dernières méthodes de l'état de l'art permettent désormais de fusionner les tâches de
tracking et de détection dans un seul modèle de réseau de neurones [FU18, MM18]. Ce type
de méthode permettrait à terme d'obtenir une détection et un suivi des navires plus précis et
plus cohérents tout en étant plus rapide grâce à la mutualisation des calculs. En revanche, les
di�érentes approches existantes sont conçues pour un contexte de tra�c routier et traitent
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uniquement des vidéos de résolutions inférieures au4K. Une adaptation de celles-ci pourrait
donc être envisagée a�n de correspondre au contexte maritime et à la très haute résolution.

Un des problèmes majeur des réseaux de neurones convolutifs réside dans leurs complexités
de calculs par le fait qu'ils utilisent un très grand nombre d'opérations de convolution,
opérations qui sont très coûteuses en calcul et en mémoire. Avec l'essor de l'informatique
embarquée et notamment de l'utilisation de l'IA dans les smartphones, de nombreuses
améliorations ont vues le jour a�n de pallier aux problèmes cités précédemment. Ainsi, les
MobileNet initialement proposés par Howardet al. [HZC+ 17], ont permis l'exécution deCNN
sur des environnements matériel disposant de faibles puissances de calculs grâce à la séparation
de l'opération de convolution en2 parties appelée la couche de convolution séparable profonde
(deepwise separable convolution). Une perspective serait d'intégrer ce type d'approche dans
un contexte maritime a�n d'améliorer les performances en termes de temps de calcul et par
conséquent d'améliorer les performances globales de l'ensemble de la chaîne de traitement.
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Méthodes de vision et d'apprentissage profond appliquées à la
surveillance maritime

Ce mémoire traite des di�érentes problématiques liées à la détection de navires dans un contexte
de surveillance maritime. Plus particulièrement, nous nous intéressons à la lutte contre la
menace asymétrique en tentant d'établir une tenue de situation dans un environnement
maritime. Cela implique la détection précoce et la classi�cation des cibles maritimes de
di�érentes tailles, profondeurs, formes, textures et contrastes. Ainsi, nous proposons une
nouvelle approche de tenue de situation maritime temps réel basée sur l'apprentissage profond
et utilisant des vidéos de dé�nitions variées. Le contexte applicatif dans lequel nous nous
situons implique de traiter en temps quasi réel des vidéos de très haute dé�nition (typiquement
du 4K). Cette double contrainte ne nous permet pas d'utiliser les méthodes actuelles de
l'état de l'art c'est pourquoi nous proposons une approche originale. La détection d'objets
maritimes est réalisée en trois étapes principales. Dans un premier temps, un algorithme de
suivi de régions d'intérêt permet, de manière dynamique et parcimonieuse, d'extraire des
propositions de régions de haute qualité principalement localisées autour de zones rigides (i.e.
contenant des objets potentiels). Ces dernières sont, en outre, introduites dans un réseau de
neurones convolutif Fast-RCNN pour e�ectuer une détection d'objectivité et une régression
des rectangles englobants positionnés sur les bateaux. En�n, une simple opération de post-
régression des carrés de détection permet d'extraire les di�érents navires présents dans la
scène maritime. La détection des navires ne constituant qu'une des étapes de traitement dans
le cadre d'une plateforme de surveillance complète, les di�érentes approches développées ont
été intégrées dans le projet de R&D DIAMANT (Détection Image Adaptée aux Menaces
Asymétriques Navales et Terrestres) visant à compléter la chaîne de traitement.
mots clés : lutte contre la menace asymétrique (LCMA), détection de navire, réseau de
neurones convolutif (CNN), tracking, surveillance maritime



132 Résumé

Vision and deep learning methods applied to maritime surveillance

This thesis deals with the various issues related to the detection of ships in a maritime
surveillance context. More speci�cally, we are interested in the �ght against the asymmetric
threat by trying to establish situational awareness in a maritime environment. This involves
the early detection and classi�cation of maritime targets of di�erent sizes, depths, shapes,
textures and contrasts. Thus, this paper describes a novel deep learning based maritime
situation awareness approach using various de�nition videos. The application context in
which we are located involves processing very high de�nition videos (typically 4K) in near
real time. This double constraint does not allow us to use current state-of-the-art methods,
which is why we propose an original approach. Maritime object detection is achieved in
three main steps. At �rst, a key region based tracking algorithm allows to, dynamically and
parsimoniously, extract high-quality region proposals mainly focalized around rigid (i.e. ;
potential object) locations. The latter are, further, fed into a Fast-RCNN convolutional neural
network to perform objectness detection and regression of bounding rectangles positioned on
ships. Finally, a mere box post-regression operation of bounding rectangles makes enables to
extract the various ships present in the maritime scene. The detection of ships constituting
only one of the processing steps within the framework of a complete monitoring platform, the
various approaches developed have been integrated into the R&D DIAMANT project (Image
Detection Adapted to Asymmetric Naval and Terrestrial Threats) aimed at completing the
processing chain.
keywords: asymmetric threat, ship detection, convolutional neural network (CNN), tracking,
maritime surveillance
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Abstract. This paper develops a novel approach to auto-
matic maritime target recognition in the framework of near
real-time maritime video-surveillance using super-resolved
(i.e.; 4K) videos captured either with a static or with a
moving video camera. The challenge of achieving a robust
4K video-based surveillance system is twofold. Firstly, the
4K video resolution (3840 � 2160 px.) constrains consider-
ably the amount of video-processing for meeting the near
real-time requirement. Secondly, maritime environment is
very dynamic and highly unpredictable, thereby, rendering
target extraction a di�cult task. Therefore, the proposed
approach attempts to leverage both temporal and spatial
video information for achieving fast and accurate target ex-
traction. In fact, since, the object rigidity assumption is
implemented parsimoniously, i.e.; at key video locations,
its real-time implementation, �rst, enables to quickly ex-
tract potential (sparse) target locations. Furthermore, we
have shown, experimentally using many maritime videos,
that maritime targets generally exhibit richer textural vari-
ations than dynamic background at di�erent scales. Thus,
secondly, a still image based multi-scale texture discrimi-
nation algorithm carried out around previously extracted
key video locations allows to achieve �nal target extraction.
An experimental study we have conducted both using our
own maritime video datasets and publicly available video
datasets have demonstrated the feasibility of the proposed
approach.

Keywords: Maritime videosurveillance, 4K video, spatiotemporal
approach.
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1 Introduction

With the important recent advances in camera technologies and in
computing resources, maritime videosurveillance has become an im-
portant research topic. The latter �nds several real-world applica-
tions among which we can mention optimal monitoring of maritime
tra�c [21, 9, 3], seacoast security [18], prevention of fraudulent mar-
itime activities [7, 16], situation awareness and prevention of asy-
metric threats (i.e.; a commercial or military ship being threatened
by small maritime vehicles such as jetskis and in
atable boats). For
instance, in the latter context, it is highly desired to be able to de-
tect as early as possible small targets, hence, the need for highly
performing computer vision hardware (e.g.; 4K video cameras) and
software.

Although videosurveillance in controlled environments using con-
ventional (e.g.; CIF) video formats is, now, a quite well understood
computer vision topic, maritime videosurveillance still poses many
challenges to the computer vision community. Indeed, traditionally,
background subtraction algorithms [24, 13, 25, 20] have achieved best
state of the art performances in terms of detection accuracy and com-
putational e�ciency. Furthermore, in the goal of accounting for low
video SNR, thereby, achieving more accurate object recognition, ro-
bust background subtraction algorithms{attempting to exploit small
image neighborhoods, instead of single pixels{have been developed
[6]. When the camera is moving and if the background is static,
then a coupling of a background subtraction technique with a fast
motion compensation algorithm, generally, yields very good results
[23]. Nevertheless, the latter category of approaches is hardly appli-
cable in maritime video-surveillance because of the dynamic back-
ground (e.g.; sea). Alternative approaches attempting to take advan-
tage of spatiotemporal coherence of objects have been proposed [15,
14]. More recently, deep learning based approaches have achieved
astounding results in various application contexts, and in maritime
vision in particular [4, 8]. Nevertheless, our experiments have shown
that the latter only achieve mitigated performances on maritime
videos, above all, for detection of small and lowly contrasted targets.
This can be partly explained by the fact that the latter category of
techniques do not attempt to take advantage of the temporal video
dimension in the goal of accounting for low maritime object con-
trast, and hence, for achieving better maritime object recognition
performances.

In the contexts of maritime situation awareness and airborne
maritime videosurveillance, every bit of a maritime scene is mov-
ing, including the camera, the background (i.e.; sea) and, obviously,
maritime objects. Clearly, in such a context, none of the aforemen-
tioned techniques is suited. Consequently, novel computer vision al-



gorithms using as little assumptions as possible are needed. Indeed,
this work is part of a bigger research project aiming at developing
state of the art maritime videosurveillance algorithms to automated
situation awareness, and especially, for the �ght against asymetric
threats. Obviously, early detection of small ships requires near real-
time processing of high de�nition video, typically 4K videos in our
case. Therefore, in the remainder of this paper, we describe the ap-
proach that we have developed for maritime object extraction using
4K videos. The main contribution of this paper resides in the fact
that video processing is carried out around key video locations while
taking advantage both of the spatial and temporal video dimensions
for achieving accurate and fast maritime target extraction.

2 General method overview

Fig. 1: Work
ow of the proposed spatiotemporal approach.

The main idea behind the proposed spatiotemporal approach to
object recognition using 4K videos is motivated as follows. On the
one hand, what mostly distinguishes a real-world object from a dy-
namic background is rigidity. On the other hand, we �rst hypoth-
esize, then, we show experimentally using several maritime video
datasets that maritime objects, generally, present richer textural fea-
tures than maritime background. Furthermore, in the goal of achiev-
ing a near real-time 4K maritime videosurveillance system, we have
e�ciently implemented the latter idea with respect to the temporal
and spatial dimensions of a video, respectively. Basically, a tempo-
ral algorithm allows to extract potential target keypoint locations
as rigid ones using long-term keypoint tracking. Then, a spatial al-
gorithm performs texture discrimination in the vicinity of the latter



in the goal of achieving �nal target extraction. The work
ow of the
proposed approach is outlined in Fig.1.

3 Rigidity analysis via long-term keypoint
tracking

The key idea of exploiting the object rigidity hypothesis to achieve
object extraction in video is not new. For instance, the authors in [22]
have proposed a fundamental matrix based approach for performing
multiple objects extraction in video. However, a major drawback of
the fundamental matrix based type of approaches lays in their combi-
natorial nature, plus, in the di�culty of establishing enough \good"
keypoint inter-frame correspondences. The latter issue is aggravated
when the background is dynamic and/or the camera is moving which
turns out to be, generally, the case in maritime videos. An alterna-
tive approach proposed in [2] attempts to estimate a dense rigidity
criterion based on a timely 3D analysis of dense optical 
ow. But,
the latter is hardly applicable in our case due to unreliability of opti-
cal 
ow. Thus, we have proposed an alternative approach to rigidity
analysis restricted to key video locations via keypoint tracking. In-
deed, extraction of keypoints in individual frames, and establishment
of their inter-frame correspondences is an easy, fast, and reliable pro-
cess. Moreover, it makes sense to hypothesize that rigid object pixels
tend to undergo less textural change in the course of time than dy-
namic background. Therefore, our approach to rigidity analysis using
video consists in assessing the temporal textural variation at video
keypoint locations via their long-term tracking as it will be in de-
scribed in detail, hereafter.

3.1 Keypoint extraction

The proposed approach to rigidity analysis in video begins with the
extraction of key video locations. The latter are further tracked over
time before they are declared as potential object keypoints, other-
wise, permanently abandoned because they are, eventually, ranked as
background. We have tested di�erent existing keypoint extraction al-
gorithms including SURF [1], ORB [19], and SIFT [11]. However, our
experiments{ using several maritime videos{have shown that SIFT
outperforms considerably other existing keypoint extraction tech-
niques both in terms of accuracy and repeatability, thus, we have
�nally opted for SIFT. The SIFT descriptor is, �rst, convolved with
a 1D Gaussian pro�le (� = 2), then, transformed into a probability
distribution via mere division by a normalization constant, �nally,
stored in a discrete histogram of 128 bins.



3.2 Keypoint tracking

For the sake of computational e�ciency, the extracted SIFT key-
points in the �rst video frame are tracked individually between frames
using optical 
ow and the Kalman �lter. The state vector of the
Kalman �lter consists here of the concatenation of the subpixel po-
sition (x t ; yt ) of a SIFT keypoint and its 2D velocity vector (ut ; vt ),
in such a way that, the sate vector of the Kalman �lter writes as
Yt = ( x t ; yt ; ut ; vt )T , but, of which one may only observe a noisy ver-
sion denoted byZ t . Thus, the SIFT keypoint dynamic model writes
as

8
>>>>>><

>>>>>>:

x t +1 = x t + ut + � (1)
t +1

yt +1 = yt + vt + � (2)
t +1

ut +1 = ut + w(1)
t +1

vt +1 = vt + w(2)
t +1

Z t +1 = Yt +1 + Wt +1

where it has been assumed that� (1)
t +1 , � (2)

t +1 , (1)
t +1 , and w(2)

t +1 stand
for four independent Gaussian random variables,WT stands a 4-
dimensional random Gaussian vector, last, subscriptt denotes the
time. Furthermore, we have used the method developed in [5] for
achieving robust optical 
ow estimation, and hence, accurate SIFT
keypoint tracking. In short, such an optical 
ow estimation technique
is based on the inversion of the Hessian matrix and which just hap-
pens to be well conditioned at SIFT keypoints. We refer the reader
to [11, 5] for more details.

(a) (b)

Fig. 2: Sparse rigidity estimation based on keypoint tracking. (a) Tracking
of SIFT keypoints across 250 4K frames; (b) Temporal evolution of the
proposed rigidity measure for di�erent classes of SIFT keypoints. In blue:
wave; in green: wake; in red: object.



3.3 Keypoint rigidity analysis and classi�cation

As aforementioned, SIFT keypoint classi�cation as object versus
background is based on the estimation of the long-term variation
of the dynamic of the SIFT descriptor. Furthermore, since, we have
modeled the latter in our approach as a probability distribution, it
makes sense to use the Kullback-Leibler pseudo-Distance (KLpD)
for deriving a measure of normalized SIFT keypoint textural vari-
ation. For obvious reasons, the latter is fairly correlated with any
measure of rigidity, for rigid object regions are bound to undergo
little textural change over time. Moreover, by basing a rigidity mea-
sure on a distance between probability distributions, one guarantees
invariability against common geometric deformations of objects.

In fact, we have proposed a slight modi�cation to the original
KLpD for obtaining a symmetric and robust measure of textural
variation over time, and which, overall, can account for the possible
presence of near-zero values in a normalized SIFT descriptor, and
slight shifts in the latter(mainly due to discretization). Thus, suppose
two probability distributions P and Q, and de�ne the divergence
measure betweenP and Q as DKL (P jjQ) =

P
i D i (P; Q) where one

has 8i :

D i (P; Q) = inf
n �

�P (i ) log
P(i )
Q(i )

�
� ;

�
�Q(i ) log

Q(i )
P (i )

�
�
o

Robustness ofDKL (P jjQ) resides in that, given any couple of real
positive numbersx and y, if inf f x; yg ! 0, then inf fj x log x

y j; jy log y
x jg !

0, thereby, mitigating the contributions from too distinct couples
of bins of P and Q, respectively. Next, assume an arbitrary SIFT
keypoint at time t, and denote by Pt the corresponding normalized
SIFT descriptor. Then, a real-time implementation of above formula
is achieved keypoint-wise by simply propagating it across frames via
the moving average trick according to the following update scheme:

D̂KL (t) =

(
DKL (P1jjP0); if t = 1
�D KL (Pt jjPt � 1) + (1 � � )D̂KL (t � 1); 8t = 2 ; : : :

, where

� 2 (0; 1) stands for a real parameter that we have experimentally
tuned to 0:1. An example of temporal textural variation for three
classes of SIFT keypoints (wave, wake, and object) in a 4K maritime
video is presented in Fig.2. One can notice, indeed, that the tempo-
ral KLpD pro�le of object keypoints quickly decreases, whereas, its
wave and wake counterparts keep higher values over time.

The �nal stage, then, consists, in merely classifying every tracked
SIFT keypoint either as object or background based on its estimated
value of D̂KL (t). Such a classi�cation algorithm, thus, attempts to
divide the set of real (1D) points consisting of all the values of
D̂KL (t) for each SIFT keypoint into two separate clusters (i.e.; as
background vs object). This is e�ciently achieved by means of the
expectation maximization (EM) algorithm by computing the mix-



(a) (b)

Fig. 3: Results of texture discrimination in a maritime video. In green:
image blocks ranked as background ; in blue: image blocks ranked as ob-
ject.

ture of two Gaussians which best �ts the set of keypoint-wise values
of D̂KL (t).

4 Spatial texture discrimination

Since, the above rigidity based approach only yields sparse object
regions, one, moreover, needs perform some image processing in
order to identity full object zones. As mentioned earlier, this is
achieved in the present approach based on the analysis of texture.
The intuition behind the latter consists in that objects exhibit much
richer textural features (e.g.; discontinuities, etc) independently of
the scale, whereas, dynamic background is generally characterized
with monotonous texture, and hence, poorer textural variation. In
this paper, we have used the RFA descriptor [10] which has the ad-
vantage to be invariant against rotation and translation. The latter is
computed in small overlapping image regions for capturing textural
features across an image. Next, in order to capture textural varia-
tion, we perform a PCA on the matrix consisting of a column-wise
alignment of the RFA vectors in a given image region in the goal
of extracting the main directions of textural variation. Our experi-
ments have demonstrated that, generally, only two or three principal
components are enough for summing up most (i.e.;� 90%) of the
textural information. Thus, we have opted for the latter value (3),
in such a way that, the output of this step consists of a 3D vector
containing the three most signi�cant eigen values of the PCA matrix.
The latter is further used to feed a K-means classi�er for computing
two clusters, likely, corresponding to object and background, respec-
tively.

Final maritime object extraction is merely achieved by merging
image blocks{ranked as object by the texture discrimination algo-



rithm and containing at least one stable SIFT keypoint{ using the
connected components algorithm. Furthermore, for the sake of accu-
racy and e�ciency, we have implemented the latter algorithm using
a multi-resolution scheme. In a nutshell, this consists in running the
algorithm on a pyramid of downscaled images (by a factor of 2 with
respect to each image dimension), before �nally merging the results
found at di�erent scales of a 4K image for extracting full object
zones. An example of the obtained results of the latter approach on
a 4K maritime video is presented in Fig.3.

5 Experimental work

The proposed method is implemented in C++ using the OpenCV
library 3, and runs in near real-time for 4K videos at an average rate
of 6 images per min on an Intel CPU architecture (i5 2.2Gh).

We have chosen to show in Fig.4 results of the proposed method
using a maritime videos we have captured using a 4K �x security
camera, and that we have named Video 4, throughout this experi-
mental section. One can observe that, despite the fact that the cam-
era is not moving, in contrast to our method, the KNN method pro-
duces awful oversegmentations resulting in many false detections.
This can be explained by the fact that the mixture of Gaussians
model is not well suited to maritime background.

We have also conducted a comparative study of the proposed
approach against some existing well known videosurveillance ap-
proaches [25] [24],Lin et al. [10], and Moo Yi et al. [23]. However,
since, we have not found any publicly available 4K video datasets
with ground truth, we have only been able to test the proposed
method using the following publicly available lower resolution videos:

{ Singapore Maritime Dataset (SMD) [17]: this dataset provides
several onshore RGB video sequences captured with a 70D Canon
camera (1080� 1920 px.) and showing vessels evolving in a mar-
itime scene,

{ UCSD Background Subtraction dataset [12]: this dataset pro-
vides several videosurveillance sequences (344� 224 px.) pre-
senting dynamic backgrounds.

We have chosen to use the F-measure of which formula is given
by

F-measure=
1
n

nX

i =1

2 �
Preci � Reci

Preci + Reci

where i stands for the frame index, Preci = TPi =TPi + FPi and
Reci = TPi =TPi + FN i where TP, FP and FN stand for the number

3 http://opencv.org/downloads.html



of true positives, the number of true negatives and the number of
false negatives, respectively.

The comparison results are summed up in Tab.1 (using our 4K
video datasets ), Tab.2 and Tab.3 (using publicly available video
datasets).

One can observe that our method achieves best performances in
terms of the F-measure which, in some sense, means that it achieves
the best false positivevs. false negative trade-o�. This can be ex-
plained by the fact that, in contrast to other existing approaches,
the proposed approach in this paper is based on the useful rigid
nature of maritime objects as opposed to non-rigidity of maritime
background, moreover, such a rigidity hypothesis turns out to be
particularly useful for eliminating wake regions.

Seq. Frame number Our method KNN

video1 94 0.81 6.27e-7
video2 95 0.93 1.55e-7
video3 64 0.6 1.5e-6
video4 95 1 5.7e-6

Table 1: F-measure results using 4K videos.

Seq. Num. Frame Our Method

MVI 1610 VIS 537 0.727642
MVI 1646 VIS 514 0.656212

Table 2: F-measure results using the Singapore Maritime Dataset

Seq. bottle jump skiing birds
Num. Frame 25 75 105 65

Our Method 0.76 0.64 0.33 0.36
RFA 0.58 0.63 0.18 0.1

KNN [25] 0.54 0.39 0.08 0.048
MOG2 [24] 0.259 0.27 0.02 0.015

Dual-Mode SGM 0.004 0.0032 0.027 0.09
Table 3: F-measure results using the UCSD dataset.



(a) T = 0 (b) T = 100

(c) T = 200

Fig. 4: Results of the proposed approach using Video 4.

6 Conclusion

We have described a novel spatiotemporal approach to maritime tar-
get recognition approach using 4K maritime videos. The approach is
mainly based on the notion of object rigidity and the property that,
generally, maritime objects are texturally richer than maritime back-
ground. Moreover, for the sake of computational e�ciency, �rst, we
have proposed a parsimonious implementation of the rigidity mea-
sure by assessing the temporal deformation of the SIFT descriptor
at key video locations. Second, we have developed a multi-resolution
scheme for extracting full object zones based both on rigidity analy-
sis and spatial discrimination. The present method has been imple-
mented on a CPU architecture and achieves near real-time perfor-
mances, however, the former is highly parallelizable. Thus, as future
work, we will develop a GPU implementation of the present approach
for achieving real-time maritime video-surveillance using 4K videos.
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Abstract

Situation awareness in maritime environment entails
early detection and classi�cation of maritime targets of
varying sizes, depths, shapes, textures, and contrasts. Thus,
this paper describes a novel deep learning based maritime
situation awareness approach using high-de�nition video.
Maritime object detection is achieved in three main steps.
At �rst, a key region based tracking algorithm allows to,
dynamically and parsimoniously, extract high-quality re-
gion proposals mainly focalized around rigid (i.e.; poten-
tial object) video locations. The latter are, further, fed into
a Fast-RCNN for carrying out objectness detection and box
regression. Finally, a mere box post-regression operation
enables to extract maritime objects. Furthermore, the found
object detections are fed into a second classi�cation RCNN,
speci�cally, trained to recognize up to40 vessel classes.
Our experiments have shown that the proposed approach
achieves state of the art speed and accuracy.

1. Introduction

The maritime surveillance task which consists in pre-
venting dangerous threats coming from the sea is referred
to as maritime situation awareness. The latter entails con-
tinuous intelligence gathering involving early detection and
classi�cation of maritime objects, as well as evaluation of
their threat level.

Due to the big complexity of water environments (noisy
dynamic background, moody weather, lighting changes,
presence of sun glare, big variability of maritime objects,
etc), maritime surveillance has been, traditionally, carried
out by fusing information gathered from multiple heteroge-

� Supported by the French Defense Agency (DGA), CIFRE no.
0004/2015/DGA.

neous sensors (electro-optical/infrared/SAR imagery, AIS,
GPS, Radar, etc)[19, 15, 3]. However, such an approach,
heavily, relies on some sophisticated and expensive hard-
ware, thereby, precluding its wide use. Furthermore, small
vessels would not emit AIS, and might not be detected by
Radar, hence, the need for an alternative approach which
can also cope with the latter case. On the other hand, long-
range/high-de�nition (e.g.; full-HD and 4K) security cam-
eras, and fast computing resources (e.g.; GPUs) are avail-
able, nowadays, at prices which are ridiculously low, given
the importance of the maritime surveillance task [23]. Fur-
thermore, the recent breakthroughs in deep learning based
approaches, especially, for the object detection and clas-
si�cation tasks [17], have made it possible to envisage
pure video-based solutions to the maritime surveillance pro-
cess [6, 11]. This paper, thus, explores a novel automated
maritime situation awareness approach, solely, using high-
de�nition video by leveraging the recent compelling results
of deep learning based computer vision approaches. Its
main contribution lies in the video-based parsimonious gen-
eration of high-quality proposals around rigid key video lo-
cations before carrying out object detection and classi�ca-
tion (using Fast-RNCNN [21]), thus, resulting in a more
accurate and faster maritime-surveillance approach.

The rest of the paper is organized as follows. Section 2
reviews some of the recent literature of deep learning based
object recognition, and describes how the latter relate to
the present work. In section, 3, we describe the approach
we have developed for parsimonious, hence, fast extraction
of high-quality rigid region proposals in a maritime video
scene. In sections 4 and 5, we present the algorithms to ob-
ject recognition and classi�cation, respectively. Section 6
is devoted to the experimental work. Some general remarks
and perspectives on future work conclude this paper.
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2. Deep learning based object recognition

The past few years have seen a resurgence of neural net-
works in computer vision, mainly, fostered by two con-
comitting advances: 1) explosion of the computing power
(mainly, via GPUs), and 2) abundance of big data bench-
marks (Caltech, PASCAL VOC, Microsoft COCO, Ima-
genet, etc). Consequently, most of the recent state of the art
results in computer vision have been reported for deep neu-
ral networks [17]. Among the most successful architectures
of the latter, undoubtedly, are convolutional neural networks
(CNNs) [26, 1]. Their general principle is to use convolu-
tional layers in tandem with pooling (i.e.; down-sampling)
and dense layers for performing, at once, all of the low-level
(e.g.; feature extraction), medium-level (e.g.; object recog-
nition), and semantic (e.g.; object classi�cation) tasks.

Especially, regarding the object recognition problem,
CNNs have been shown to perform very well on many pub-
licly available image datasets [18, 10, 13]. For instance,
RCNN [20] had beaten state of the art mean average preci-
sion (mAP) [17] by more than30%on the PASCAL VOC
dataset [14]. This has lead researchers to diving more
deeply into the following issues of RCNNs: 1) �xed-size in-
put length, 2) slowness of both training and testing phases,
3) non-optimal generation of region proposals both in terms
of speed and quality, and 4) low object detection accuracy.
For instance, building on RCNN, SPP-net [9] has addressed
the problem of �xed-sized input length in the former, by
means of pyramidal pooling, thereby, improving consid-
erably both object detection and classi�cation using high-
de�nition imagery. Furthermore, by factorizing computa-
tions between neighboring region proposals in the RCNN
feature space, Fast-RCNN [21] has not simply reduced, by
a substantial amount, the running time both of RCNN train-
ing and testing, but, has also improved its overall detection
accuracy. Nevertheless, generation of high-quality region
proposals still remained a bottleneck as, in essence, the lat-
ter is a combinatorial problem, and which can, thus, only be
dealt with using data-driven heuristical approaches (e.g.; se-
lective search [7], Edge-Box [4], etc). Thus, Faster-RCNN
[22] has embedded the process of region proposal gener-
ation, directly, as a part in its own right of an augmented
version of RCNN (referred to as region proposal network or
RPN), resulting in much faster and more accurate object de-
tections. Lately, Mask-RCNN [8] has built on Faster-RCNN
for achieving object contour extraction with staggering pre-
cision.

Regarding the speci�c problem of deep learning based
image/video maritime object recognition, the main focus of
existing approaches has been, so far, mostly on single image
based generation of high-quality proposals for carrying out
object recognition using a RCNN (AlexNet, GoogLeNet,
Fast-RCNN, etc) [6, 11, 25]. Since, all the aforementioned
approaches are single image based, they ignore the tempo-

Figure 1: Work�ow of the proposed approach.

ral dimension. Yet, the latter may turn out to be extremely
useful for detecting lowly contrasted video objects while,
incredibly, reducing the number of false alarms. In fact, by
taking advantage of a useful piece of prior knowledge about
real-world objects which is rigidity, we show, in this pa-
per, that one can turn the dynamic nature of maritime back-
ground to advantage for quickly generating high-quality re-
gion proposals for Fast-RCNN [21], thus, achieving a real-
time high-de�nition video based maritime object recogni-
tion approach with compelling speed and accuracy. The
general work�ow of the proposed approach is depicted in
Fig.1, and in the remainder of this paper, we describe in
detail the developed approach.

3. Video-based generation of rigid anchors

The idea of exploiting the rigidity assumption for achiev-
ing object recognition in video is not new [24, 2]. However,
we have observed that existing approaches are not suited
to maritime videos because of their slowness and lack of
robustness against dynamic background. Therefore, our ap-
proach to extraction of high-quality rigid proposals for Fast-
RCNN consists in assessing textural variations at key video
locations using a long-term keypoint tracking algorithm as
it will be described in the sequel.

3.1. Video keypoint extraction

The proposed approach to rigidity analysis in a high-
de�nition maritime video stream begins with the extraction
of key video locations in each new frame. The latter are, fur-
ther, tracked over time, and by assessing their temporal tex-
tural change, they are eventually ranked either as potential
object keypoints, or as background. We have tested differ-
ent existing keypoint extraction algorithms, and SIFT [12]
has shown to perform best for maritime videos both in terms
of accuracy and repeatability. The SIFT descriptor is, �rst,
convolved with a1D Gaussian pro�le (� = 2 ), then, trans-



formed into a probability distribution via its mere division
by a normalization constant, �nally, stored in a discrete his-
togram of128bins. Furthermore, in order to maintain over
time a list of representative keypoints of both object and
background, the keypoint list is refreshed everyk frames
(we have takenk = 20 in all our experiments), and clos-
est neighbors are matched against previously extracted ones
but, which are still alive until present time.

3.2. Video keypoint tracking

For the sake of computational ef�ciency, the extracted
SIFT keypoints in a new video frame are tracked individ-
ually across4K video stream using optical �ow and the
Kalman �lter. The state vector of the Kalman �lter denoted
by Yt = ( x t ; yt ; ut ; vt )T consists of a mere concatenation
of the subpixel position(x t ; yt ) of a SIFT keypoint and its
2D velocity vector(ut ; vt ) of which one may only observe
a noisy version denoted byZ t . Thus, the SIFT keypoint
dynamic model writes as

8
>>>>>><

>>>>>>:

x t +1 = x t + ut + � (1)
t +1

yt +1 = yt + vt + � (2)
t +1

ut +1 = ut + w(1)
t +1

vt +1 = vt + w(2)
t +1

Z t +1 = Yt +1 + Wt +1

where� (1)
t +1 , � (2)

t +1 , (1)
t +1 , andw(2)

t +1 denote four independent
Gaussian random variables,WT stands a4-dimensional
random Gaussian vector, last, subscriptt = 0 ; 1: : : denotes
the frame number. We have used the method developed in
[5] for achieving robust optical �ow estimation. In a nut-
shell, the latter approach is based on the inversion of the
Hessian matrix and which, fortunately, happens to be well
conditioned at SIFT keypoints (cf. [12, 5] for more details).
Plus, in order to avoid early suppression of potential object
keypoints, the �rstK video frames are, exclusively, used for
initializing the Kalman �lter with respect to each new SIFT
keypoint (we have takenK = 5 in all our experiments).

3.3. Keypoint rigidity analysis and classi�cation

As aforementioned, SIFT keypoint classi�cation as ob-
ject versusbackground is based on the estimation of the
long-term variation of the dynamic of the SIFT descriptor.
Furthermore, since, we have modeled the latter in our ap-
proach as a probability distribution, it makes sense to use
the Kullback-Leibler pseudo-Distance (KLpD) for deriv-
ing a measure of normalized SIFT keypoint textural vari-
ation. Obviously, the latter is fairly correlated with any
other measure of rigidity, for rigid object regions are bound
to undergo little textural change over time. Furthermore,
by basing a rigidity measure on a pseudo-distance between

(a) (b)

Figure 2:Parsimonious rigidity analysis in a4K video stream based on

SIFT keypoint tracking. (a) Tracking of SIFT keypoints throughout250

frames (i.e.;25 sec.) where, for the sake of display, we have manually se-

lected three image regions corresponding to wave, wake, and maritime ob-

ject; (b) Temporal evolution of the proposed keypoint-based rigidity mea-

sure. In blue: wave; in green: wake; in red: maritime object (vessel).

normalized SIFT descriptors, one guarantees invariability
against common geometric deformations of objects.

In fact, we have proposed a slight modi�cation to the
original KLpD for obtaining a symmetric and robust mea-
sure of textural variation over time, and which, overall, can
account for the possible presence of near-zero values as well
as slight shifts in a normalized SIFT descriptor (due to noise
and discretization). Thus, suppose two probability distribu-
tionsP andQ, and de�ne the divergence measure between
P andQ asDKL (P jjQ) =

P
i D i (P; Q) where one has

8i = 1 ; : : : ; 128:

D i (P; Q) = inf
n �

�P(i ) log
P(i )
Q(i )

�
� ;

�
�Q(i ) log

Q(i )
P(i )

�
�
o

Robustness ofDKL (P jjQ) resides in that, given any cou-
ple of real positive numbersx and y, if inf f x; yg ! 0,
theninf fj x log x

y j; jy log y
x jg ! 0, thereby, mitigating the

contributions from too distinct couples of bins ofP and
Q, respectively. Next, assume an arbitrary SIFT keypoint
at timet, and denote byPt the corresponding normalized
SIFT descriptor. Then, a real-time implementation of above
formula is achieved keypoint-wise by simply propagating it
across frames via the moving average trick according to the
following update scheme:

D̂ KL (t) =

(
D KL (P1 jjP0); if t = 1

�D KL (Pt jjPt � 1) + (1 � � )D̂ KL (t � 1); t = 2 ; : : :

where� 2 (0; 1) stands for a real parameter which we have
experimentally tuned to0:1. An example of temporal tex-
tural variation for three classes of SIFT keypoints (wave,
wake, and object) in a4K maritime video is presented in
Fig.2. One can observe that the temporal KLpD pro�le of
object keypoints quickly decreases, whereas, its wave and
wake counterparts tend to keep higher values over time. The
�nal step consists in classifying every tracked SIFT key-
point either as object or background based on its estimated



value ofD̂KL (t) using the expectation maximization (EM)
algorithm (cf. Fig.3(a)(b)(e)(f)).

3.4. Generation of rigid anchors

Once rigid video locations have been extracted, the next
step consists in generating in their vicinity a set of high-
quality region anchors. This is achieved in the present
approach in a similar way to Faster-RCNN by computing
nine (9) boxes corresponding to nine different scalings of
a square box centered around each rigid keypoint [22] (cf
Fig.3(a)(b)(e)(f)). Our experiments have shown that in-
creasing the latter number does not, generally, result in im-
provement of object detection accuracy, however, it slows
it down proportionally. Fig.3(a)(b)(e)(f) show the results of
this step using two high-de�nition maritime video streams.

4. Maritime object recognition

The set of rigid proposals ranked as object by Fast-
RCNN are, �nally, converted into meaningful maritime ob-
jects. Thus, �rst, denote by

�
P i ; i = 1 ; : : : ; n

	
the set

of rigid proposals ranked as object (i.e.; of which object-
ness score as estimated by Fast-RCNN exceeds some user-
de�ned threshold) withn standing for their total number.
Moreover, let us write8i , P i = ( Bi ; qi ), whereBi =
(pul i ; pbri ) denotes the proposal rectangular area andpur i
denote its upper-left and bottom-right points, respectively,
andqi stands for the corresponding Fast-RCNN score. It
follows that maritime objects are extracted in each video
frame, independently, as follows: 1) detect all overlapping
proposals using the connected components algorithm; then
2) merge the latter in meaningful maritime objects based on
their objectness scores. Thus, suppose, for instance, that
proposals of which indices correspond to1; : : : ; m (with
m � n) are overlapping. The latter are then merged in a sin-
gle meaningful maritime object of which rectangular win-
dow denoted by�B is given by �B =

P m
i =1 qi B iP m

i =1 qi
. One notes

that other proposal post-processing algorithms are possible.
For instance, in the context of maritime object tracking, it
is worth carrying out a deeper proposal post-analysis for
detecting possible occlusions. Fig.3(c)(d)(g)(h) show some
video-based object recognition results using a full-HD, and
a4K maritime videos, respectively.

5. Maritime object classi�cation

The �nal stage of the proposed maritime situation aware-
ness approach consists in estimating the exact class of a
maritime object (e.g.; sailboat, catamaran, speedboat, etc).
Therefore, in collaboration with the national customs, we
have identi�ed40 classes of useful maritime vessels plus
the background class. The latter class accepts any object
which is not a vessel (e.g.; maritime, sky, and terrestrial

(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figure 3: Video results (atT = 0 andT = 20 sec. resp.) using: 1)

top two rows: a full-HD video (SMD dataset), and 2) bottom two rows: a

4K maritime video (home4K dataset). First and third rows: rigid pro-

posal generation (in green are shown extracted rigid keypoints); second

and fourth rows: maritime object recognition.

background regions, birds, etc). Furthermore, our home
maritime video dataset counts over a thousand of manually-
annotated high-de�nition maritime videos acquired under
different weather conditions and corresponding to differ-
ent classes of vessels. We have �rst tested Fast-RCNN and
Faster-RCNN both with ZF-net [13] and VGG-net [10] us-
ing the aforementioned maritime video dataset. We have
observed that, though, ZF-net generally yields acceptable
maritime object recognition results, generally, fails in even
guessing that an object corresponds to a vessel. In contrast,
VGG-net yields less good maritime object detection results
(mainly, when maritime objects have low contrast, regard-
less of size), but, outperforms ZF-net for the classi�cation
task. Nonetheless, overall maritime object classi�cation re-
sults have not been satisfactory using VGG-net. Therefore,
we have trained a RCNN inspired by [10] with41maritime
object classes. We could then obtain much better classi�-



cation results we have reported in the experimental section
(cf. section 6).

6. Experimental work

We have conducted an evaluation study of the proposed
approach using both publicly available and several full-HD
and4K maritime datasets we have acquired in the frame-
work of research projects involving both industrial and pub-
lic partners (namely, the customs and the national defense
agency):

� Singapore Maritime Dataset(SMD) [19]: counts sev-
eral onshore full-HD RGB videos (resol.1920� 1080
px.) captured with a70D Canon camera showing ves-
sels evolving in a maritime scene,

� UCSD Background Subtractiondataset [16]: counts
several video-surveillance videos (resol.344� 224px.)
presenting dynamic backgrounds,

� Full-HD video dataset: counts hundreds of full-HD
RGB videos (resol.1920� 1080px.) captured using
both onshore and airborne cameras, and shows multi-
ple vessels evolving in a maritime scene,

� 4K dataset: counts more than130 4K videos (resol.
3840� 2160px.) captured using an onshore camera.

Both summaries of maritime object detection and classi-
�cation results are reported in subsections 6.1 and 6.2, re-
spectively.

6.1. Maritime object detection

The comparative maritime object detection results are
summed up in Tab.1 for theSMD dataset, Tab.2 for the
UCSDdataset, Tab.3 for theFull-HD dataset and in Tab.4
for the 4K dataset. One notes that the models we have
used for comparing the results correspond to the “fast” ver-
sion of theZF network [13], and the publicVGG16-model
[10]. Each of the latter two models has been tested using
following both sets of parameters: Faster-RCNNVGG 1
and Faster-RCNNZF 1 (default parameters): pixel-size of
image shortest side =600, max. pixel-size of the longest
side of a scaled input image =1000, bounding-box regres-
sors = activated, NMS threshold used on RPN proposals
= 0:7, number of top scoring boxes to keep before apply
NMS to RPN proposals =6000, and the number of top scor-
ing boxes to keep after applying NMS to RPN proposals
= 300. For Faster-RCNNVGG 2 and Faster-RCNNZF 2,
only the �rst two parameters are different: pixel-size of im-
age shortest side =1200, and maximum pixel-size of the
longest side of a scaled input image =2000.

One can observe that the proposed method achieves best
performances in terms of the F-measure, in other words, it

achieves, in some sense, the best false positivevs. false neg-
ative trade-off. This can be explained by the fact that the
proposed approach in this paper focuses proposal genera-
tion only on potential object keypoint locations, thus, dras-
tically reducing both the number of false positives and the
number of false negatives.

Precision Recall F-measure
Faster-RCNNVGG 1 0.59 0.53 0.56
Faster-RCNNVGG 2 0.67 0.75 0.71
Faster-RCNNZF 1 0.62 0.66 0.64
Faster-RCNNZF 2 0.73 0.76 0.74

Our method 0.77 0.79 0.78

Table 1: Precision, recall, and F-measure for SMD dataset.

Precision Recall F-measure
Faster-RCNNVGG 1 0.54 0.6 0.57
Faster-RCNNVGG 2 0.71 0.73 0.72
Faster-RCNNZF 1 0.65 0.69 0.67
Faster-RCNNZF 2 0.75 0.71 0.73

Our method 0.81 0.79 0.8

Table 2: Precision, recall, and F-measure for UCSD dataset.

Precision Recall F-measure
Faster-RCNNVGG 1 0.59 0.63 0.61
Faster-RCNNVGG 2 0.66 0.7 0.68
Faster-RCNNZF 1 0.69 0.6 0.64
Faster-RCNNZF 2 0.75 0.79 0.77

Our method 0.85 0.81 0.83

Table 3: Precision, recall, and F-measure for Full-HD
dataset.

Precision Recall F-measure
Faster-RCNNVGG 1 0.65 0.69 0.67
Faster-RCNNVGG 2 0.69 0.72 0.7
Faster-RCNNZF 1 0.7 0.74 0.72
Faster-RCNNZF 2 0.7 0.81 0.76

Our method 0.81 0.89 0.85

Table 4: Precision, recall, and F-measure for 4K dataset.

6.2. Maritime object classi�cation evaluation

Tab.5 sums up the maritime object classi�cation results
obtained using both VGG16 and our �nely-tuned RCNN
maritime-object classi�er. One can observe that our RCNN
classi�er outperforms VGG16 for all vessel classes.



trawler cruiser �shing boat cargo ship sailboat war ship speed boat super tanker transport ship luxury liner water scooter

Fast-RCNN + VGG16 61.4 59.7 64.0 63.2 66.6 60.8 63.4 65.1 63.9 64.0 67.2
Finely-tuned RCNN classi�er 78.5 74.0 77.4 71.2 79.0 79.7 73.2 71.4 78.7 76.0 77.2

Table 5: Classi�cation results on SMD +Full-HD+4K datasets using Fast-RCNN + VGG16
vs. the proposed �nely-tuned RCNN classi�er.

7. Conclusions

We have developed a novel deep learning based maritime
situation awareness approach, and we have demonstrated its
practical feasibility. Moreover, in order to achieve a real-
time solution, we have introduced the notion dynamic an-
chors by restricting object proposal computation around key
object video locations. The present version runs at a full-
HD and4K frame rate of about6 frames per second. More-
over, most of the computational overhead concerns extrac-
tion of SIFT keypoints. Therefore, as future work, we en-
visage to improve on the present results by investigating the
possibility of merging the rigid keypoint extraction mod-
ule and the RCNN based objectness estimation module in a
common spatiotemporal deep neural network.
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