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Liste des abréviations

AWS, Amazon Web Services

CNN, Convolutional Neural Networks (Réseau de neurones convolutifs)

DL, Deep Learning (Apprentissage profond)

DT, Decision Tree (Arbre décisionnel)

IA, Intelligence Artificielle

KNN, K-Nearest Neighbors (K plus proches voisin)

LightGBM, Tree based Gradient Boosting Model (méthode de gradient boosting basée sur les

arbres)

LR, Logistic Regression (Regression Logistique)

ML, Machine Learning (Apprentissage automatique)

MLP, Multilayer perceptron

SHAP, SHapley Additive exPlanations



Introduction

La médecine dentaire joue un role crucial dans la santé globale des individus, en assurant le
diagnostic et le traitement des pathologies orales. La santé bucco-dentaire fait partie de la santé
générale et est reconnue comme une composante essentielle de la qualité de vie. Bien que la
plupart des problémes bucco-dentaires ne représentent pas un risque immédiat de déces, ils sont
responsables de la diminution de la qualité de vie des individus. lls peuvent également étre
I’expression d’une pathologie systémique, le témoin de son aggravation, et peuvent diminuer
la réponse a un traitement?. Plus localement, ils prolongent les états de douleur, de souffrance

et provoquent des problémes fonctionnels, esthétiques, nutritionnels et psychologiques?.

Ces affections orales incluent, entre autres, les affections des tissus dentaires, parodontaux,
osseux alvéolaires et basals ainsi que les affections du le revétement muqueux. Parmi elles, les
affections de la muqueuse orale constituent une entité clinique difficile a enseigner,
appréhender et dont les spécialistes sont aujourd’hui peu nombreux. En France, les affections
de la muqueuse orale pourraient concerner jusqu’a 61% de la population selon, Massereau et
al®. Les cancers de la cavité orale sont classés 16éme en terme d’incidence et sont la 15°™ cause
de mortalité par cancer dans le monde en 2022% En 2022, I'incidence (/100000 sujets) des
cancers oraux rapportée a 1’age est en France de 8,3 chez les hommes et 3,6 chez les femmes,
ce qui place la France parmi les pays avec la plus forte incidence en Europe et dans le monde®.
Cette incidence augmente avec 1’age °. Ceci est d’une importance capitale d’un point de vue de
santé publique compte tenu du vieillissement de la population. Le carcinome épidermoide
représente le cancer le plus fréquent de la cavité orale et constitue 80 a 90 % des cancers de la
téte et du cou, avec un taux de survie de 50 % a 5 ans®. En 2018, les cancers de la bouche et
principalement les carcinomes épidermoides représentaient plus de la moitié des déces liés a un

cancer de la téte et du cou ’.



La connaissance des lésions de la muqueuse orale par les chirurgiens-dentistes et autres
spécialistes de la sphere orale est pertinente pour diagnostiquer des lésions relativement
anodines, des lésions précancéreuses, mais aussi des cancers oraux a un stade précoce. En cas
de pathologie maligne, la détection précoce réduit la mortalité et la morbidité®. Les lésions de
la muqueuse orale peuvent étre malignes mais incluent surtout de trés nombreuses lésions
bénignes. Ces diverses maladies peuvent provoquer des symptomes tels qu'une sensation de
brllure, une tuméfaction, une irritation ou wune douleur, mais souvent sont
assymptomatiques®®. Dans le cas du carcinome épidermoide, les symptdmes sont souvent
limités ou absents a un stade précoce de la maladie, ce qui améne les patients a consulter

tardivement et & un stade avancé!.

Le diagnostic des pathologies de la muqueuse orale peut parfois présenter des défis, et il est
essentiel de mettre en place des méthodes de diagnostic précises et fiables. En effet, les
pathologies de la muqueuse orale peuvent présenter une grande variété de manifestations et de
caractéristiques cliniques ce qui complexifie leur diagnostic. Certaines lésions peuvent étre
évidentes et faciles a diagnostiquer, tandis que d'autres peuvent étre plus subtiles et nécessiter
des compétences spécialisées pour une évaluation précise et une prise en charge adéquate. Etant
donné la complexité des pathologies de la muqueuse orale, il est crucial que les professionnels
de la santé bucco-dentaire se tiennent au courant des derniéres avancées diagnostiques et des
recommandations de prise en charge. La formation continue et la participation a des
programmes de perfectionnement professionnel sont essentielles pour améliorer les

compétences diagnostiques®?®3,



Cependant, rares sont les eétudes sur la perception et les connaissances des chirurgiens-dentistes
concernant le diagnostic et la prise en charge des Iésions précancéreuses et cancéreuses 4%,
Sont encore plus rares celles concernant les affections muqueuses de fagon plus large'®t’. Une
revue systématique récente sur le retard de diagnostic du cancer de la cavité orale souligne le
manque de capacité a diagnostiquer correctement les lésions de la muqueuse orale par les
professionnels de santé 8. En 2019, Roume & al*® ont fait un état des lieux des connaissances
en matiére de pathologie de la muqueuse orale auprées des chirurgiens-dentistes. Ils concluent
non seulement a un manque de formation mais €galement un manque d’expérience des

praticiens.

Face a ces constats mais aussi face a la nécessité d’une prise en charge plus adaptée et précoce
des patients, se pose I’'importance de développer des outils d’aide au diagnostic destinés aux
professionnels de santé. Quel role peut donc jouer I’intelligence artificielle (IA) dans ce

domaine ?



L’intelligence artificielle (IA) fait partie des sciences informatiques et est apparue dans les
années 1950 2. L’intérét de I'TA en médecine et tout particuliérement en dermatologie connait
un essor majeur depuis quelques années %%, En effet de nombreuses applications telles que les
classifications, la segmentation ou bien encore I’extraction de caractéristiques de Iésions
dermatologiques ont su démontrer leur intérét 2. Ces applications sont toutefois aujourd’hui
limitées a quelques lésions dermatologiques telles que les cancers cutanés (tout particulierement
le mélanome 2428 les ulcérations, le psoriasis ou les dermatites atopiques 2’. 1l a été démontré,
ces dernieres anneées, que la précision diagnostique de mélanomes reposant sur des algorithmes
28

d’intelligence artificielle et notamment des réseaux neuronaux convolutifs était similaire

voire méme meilleure 2> que celle de dermatologues experts dans le domaine.

Le Machine Learning (ML) est défini comme étant une branche de I’IA. Les algorithmes de
ML apprennent de fagon autonome & effectuer des prédictions a partir de nombreuses données
et sont capables d’améliorer leurs performances dans le temps 2’. Les modeles de ML sont
particulierement bien adaptés pour mettre en évidence l'interaction entre différentes variables
dans des modeles complexes. lls présentent donc un intérét majeur pour accompagner le
praticien dans sa démarche diagnostique et le guider vers le traitement le plus approprié. De
plus, I'explicabilité des interactions au sein du modele est aujourd'hui facilement accessible et

constitue un élément pédagogique intéressant pour les praticiens non-spécialistes.

Alors que les publications sur les Iésions cutanées sont en nombre croissant (prés de 300 a ce
jour entre 1994 et 2021), lI'apport de I'lA dans le domaine de la pathologie de la mugueuse orale
reste rare ou anecdotique. Le diagnostic et la prise en charge des leésions de la muqueuse orale
constituent un enjeu majeur, notamment dans le cadre de la prise en charge précoce des cancers
oraux. Depuis 2019, certaines équipes s'intéressent a I'apport des algorithmes d'l1A et notamment

du ML dans la prise en charge des cancers oro-pharyngés principalement en termes de
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prédiction du pronostic 3+-33, de classification d'images médicales **, mais aussi, pour optimiser
le traitement de ces cancers %. Cependant, le manque de praticiens spécialisés en pathologie de
la muqueuse orale ainsi que la variété des lésions pouvant étre rencontrées font du diagnostic
differentiel un objectif majeur afin d’améliorer le diagnostic et la prise en charge. En effet, en
dermatologie cutanée, les modéles de ML ont le potentiel de transformer le dépistage du cancer
de la peau en augmentant le nombre de patients dépistés ainsi que le nombre d’orientations vers
les praticiens spécialistes. Les applications mobiles pourraient également étre utilisées par les
dermatologues pour l'aide a la décision clinique. Ces données pourraient aider les
dermatologues a élargir ou a réduire la liste des diagnostics différentiels pour les patients

présentant une pathologie particuliére 367,

L’objectif de ce travail est de contribuer a ’amélioration du diagnostic des pathologies de
la muqueuse orale a I’aide de l’intelligence artificielle. Afin de répondre a cet objectif,

nous avons organisé cette thése en deux parties :
1- Dansun premier temps, nous avons étudié les capacités de prédictions de différents

modeéles de DL ou ML (statistical learning) dans le domaine de dermatologie orale.

2- Dans un second temps, et une fois passée cette étape fondamentale d’évaluation
d’algorithme, nous avons mis au point un outil d’orientation diagnostic destiné aux

professionnels de santé.
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Premiére partie : L’intelligence artificielle au service du diagnostic

en dermatologie de la muqueuse orale

I- Préambule : Apport de I’intelligence artificielle en santé et

dermatologie.

L'intelligence artificielle (1A) correspond au développement de systémes informatiques
capables d'effectuer des taches qui requierent normalement I'intelligence humaine telles que la
perception visuelle, la reconnaissance vocale ou la prise de décision et la traduction entre
langues. L'IA est devenue un élément indispensable de notre vie quotidienne, alors qu'elle

pénétre de plus en plus d'activités humaines 3

Figure 1-0 : Place des techniques d’IA dans la science des données.

Science des données
Intelligence Artificielle

Machine Learning

Deep Learning et Réseau de
neurones
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Il est possible de distinguer deux grandes entités de I’intelligence artificielle que sont le
Machine Learning (ML) essentiellement représenté par des algorithmes statistiques et son
évolution le Deep Learning (DL). Ce flux dapprentissage profond a donné a de nombreux
domaines médicaux, le potentiel d'évoluer grace a I'lA. Actuellement, des avancées majeures
ont été réalisées principalement dans les domaines de la radiologie et de la cardiologie. Les
dispositifs médicaux validés par la Food and Drug Administration (FDA) ont été approuvés
pour la premiere fois en 2016, donnant aux professionnels de la santé la possibilité d'ameéliorer

la pratique médicale grace a I'lA%

Machine Learning
“ : Diagnostic:

- & o
o !!. —_— 5}}\. 2}}\ - Lichen plan buccal

Entrée : Photo / image Extraction des données Classification Sortie

Diagnostic:
Lichen plan buccal

Entrée : Photo / image Extraction des données et classification Sortie

Figure I-1 : Différence entre Machine Learning et Deep Learning
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Le ML est un domaine qui se concentre sur l'aspect apprentissage de I'lA en développant des
algorithmes qui représentent au mieux un ensemble de données. Contrairement a la
programmation classique, dans laquelle un algorithme peut étre explicitement codé a l'aide de
caractéristiques connues, le ML integre des sous-ensembles de données pour générer un
« modeéle » utilisant des combinaisons de caractéristiques et de poids différents**. En ML, il
existe quatre méthodes d'apprentissage couramment utilisées, chacune utile pour résoudre des
taches différentes : I'apprentissage supervise, non supervisé, semi-supervisé et l'apprentissage
par renforcement®?. L'apprentissage supervisé utilise des caractéristiques de I'ensemble des
données d'apprentissage afin de les faire correspondre aux caractéristiques cibles et ainsi prédire
dans les futurs ensembles de données. Les taches d'apprentissage supervisé les plus courantes
sont la régression et la classification. Contrairement a I'apprentissage supervisé, l'apprentissage
non supervisé vise a détecter des tendances dans un ensemble de données et a classer les
instances individuelles en catégories. Ces algorithmes sont non supervisés parce que les
tendances qui peuvent ou non exister dans un ensemble de données sont laissées a I'appréciation
de Il'algorithme. Les taches d'apprentissage non supervisé les plus courantes sont le
regroupement, l'association, la détection d'anomalies et la réduction de dimensionaliteé.
L'apprentissage semi-supervisé est particulierement utile pour les ensembles de données qui
contiennent a la fois des données labellisées et des données non labellisées. L'apprentissage
semi-supervisé est souvent utilisé pour les images médicales, ou un médecin peut labelliser un
sous-ensemble d'images et les utiliser pour former un modele. Enfin, l'apprentissage par
renforcement est la technique qui consiste a former un algorithme a une tache spécifique pour
laguelle aucune réponse n'est correcte, mais un résultat global est souhaité. 1l s'agit sans doute
de la tentative la plus proche de modélisation de l'expérience d'apprentissage humaine. Le

modeéle apprend également a partir d'essais et derreurs plutdt qu'a partir de données
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uniquement. Bien que l'apprentissage par renforcement soit une technique puissante, ses

applications en médecine sont actuellement limitées.

En général, lors de la formation d'un modéle de ML, un sous-ensemble de données est "retenu”
et est utilisé par la suite pour tester la précision du modele formé. La précision du modéle est
évaluée sur cet ensemble de données de test en fonction de sa capacité a faire correspondre
correctement une image a son étiquette (par exemple une lésion maligne ou une lésion bénigne).
Dans tout systéme de classification, il y aura un compromis entre la sensibilité et la spécificité.
Par exemple, un systéme d'lA peut produire un score de probabilité de cancer compris entre 0
et 1, ce qui obligerait I'opérateur a fixer un seuil pour la limite de décision. Si le seuil est bas,
une plus grande proportion de cancers sera détectée (sensibilité élevée), mais il y a un risque de

classer des Iésions bénignes comme cancer (faible spécificité)*.

Les professionnels de santé peuvent utiliser des algorithmes de ML pour geérer et analyser les
immenses données présentes dans les dossiers médicaux des patients. Ceci permet d'en extraire
des informations significatives, destinées a améliorer la santé et le bien-étre de la population %,
La médecine diagnostique intégre des technologies d'lA avancées pour prédire ou diagnostiquer
les maladies et faciliter le processus de prise de décision clinique **. Plusieurs études ont
également montré que les systéemes de soins basés sur I'lA ont un grand potentiel pour améliorer
les soins donnés aux patients, stimuler la recherche innovante et faciliter le partage
d'informations %850, 11 est tout particuliérement nécessaire de réaliser le prétraitement et le
nettoyage des données présentes dans les dossiers médicaux électroniques. En effet, certaines
caractéristiques ou contenus peuvent entraver l'analyse (par exemple, les erreurs
grammaticales/orthographiques)®®. Ce traitement des données est d’autant plus intéressant que

certains auteurs ont montre que l'application du text mining (traitement automatique du langage

15



afin d’explorer des documents) aux dossiers médicaux peut accélérer I'extraction d'informations

et améliorer les résultats en matiére de santé®.

En dermatologie et en médecine en genéral, I'abondance des données contenues dans les
dossiers cliniques, les informations démographiques des patients, les résultats des examens
d'imagerie et les données recueillies & l'aide de questionnaires représentent une mine
d'informations susceptibles de révolutionner la médecine personnalisée®. L'apprentissage

supervisé est le type d'apprentissage le plus couramment utilisé en dermatologie.

Parallélement a ces algorithmes statistiques, on retrouve les réseaux de neurones. lls font passer
les données d'entrée par une série de nceuds interconnectés (analogues aux neurones
biologiques). Chaque nceud réalise des opérations mathématiques trés simples (addition,
multiplication, etc.) permettant d’agréger des signaux d’entrée pour produire un signal de sortie
transmis a un autre neurone. Un groupe de nceuds interconnectés au sein du réseau est appelé
"couche" d'un réseau. Les différentes couches, ensemble, constituent 1’"architecture”. Au cours
de I’apprentissage, chaque nceud est ajusté et optimisé par un processus itératif appelé
"rétropropagation”, ce qui permet au réseau neuronal d'améliorer sa précision de classification

par exemple.>

Les réseaux neuronaux comportant plus de deux "couches cachées" sont appelés réseaux
neuronaux "profonds" et effectuent un "apprentissage profond". Bien que le concept des réseaux
neuronaux profonds ait été décrit il y a plusieurs dizaines d'années, il convient de noter que les
réseaux neuronaux convolutifs (CNN) sont une forme spécifique d'architecture d'apprentissage
profond qui s'est avérée efficace pour la classification des données issues d'image. Au cours des
derniéres années, l'utilisation des CNN dans les taches de classification a explosé en raison
d'une efficacité et d'une disponibilité constamment supérieures*. De nouvelles architectures de

CNN ont été développées, améliorées et mises a la disposition du public par des institutions
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disposant d'un haut niveau d'expertise et de ressources informatiques. Une approche courante
consiste a prendre une architecture de réseau de reconnaissance d'images pré-entrainée, et a
spécialiser son application a un nouveau type d'images. Ce processus est appelé « transfer

learning » (apprentissage par transfert)*>*’.

La classification de Iésions peut étre réalisée a I’aide d’un CNN unique ou bien via I’association
de différents CNN®. Plusieurs architectures (ResNet, Inception, VGG, EfficientNet) pré-
entrainées ont été étudiées (ImageNet, CIFAR, MNIST etc).>*%°. D’autre part 1’utilisation d’une
combinaison de réseaux a montré une meilleure prédiction en comparaison a un réseau utilisé

Seu|61,62

La clé du développement d'un modele d'apprentissage profond performant réside dans les
données. Si les données sont de haute qualité, il est plus probable que les modeles apprennent
a générer des prédictions plus précises. Plusieurs ensembles de données d'images de la peau
accessibles au public sont fournis pour inciter les communautés de la dermatologie et de
I'apprentissage profond a développer de nouveaux algorithmes ou a perfectionner ceux
existants®. Par exemple, les archives de I'International Skin Imaging Collaboration (ISIC) sont
I'un des ensembles de données publiques d'images de cancer de la peau les plus connus. Les
archives contiennent plus de 13 000 images dermoscopiques®*. Outre ces ensembles de données
publiques, de nombreuses institutions cliniques ont collecté leurs propres ensembles de données

pour des maladies telles que le psoriasis, la rosacée et les lésions labiales®.
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A T'heure de la quatriéme révolution industrielle, les technologies et dispositifs numériques
avancés sont largement utilisés pour I'innovation et la création de valeurs dans tous les secteurs
d'activite. Le secteur des soins de santé ne fait pas exception. Les hopitaux et les prestataires de
soins du monde entier, en particulier dans les économies développées, déploient des
technologies numériques, dont I’IA, pour améliorer la qualité des soins et I'efficacité
opérationnelle®. L'IA a été accueillie favorablement par les structures de santé, qui s'efforcent
d'atteindre le "quadruple objectif" consistant a ameliorer la santé et le bien-étre de leurs patients,

l'accés aux soins, la rentabilité et la vie des professionnels de santé®®.

L'approche du diagnostic et de la prise en charge des affections dermatologiques a
considérablement changé avec l'avénement des nouvelles technologies. Les algorithmes
informatiques ont trouvé leur application pour aider les dermatologues a diagnostiquer les
maladies, en particulier les mélanomes malins. La dermatologie a pris la téte de la mise en
ceuvre de I'IA dans le domaine médical en raison de son importante base de données d'images

cliniques, dermoscopiques et dermatopathologiques. ®” %8, En voici quelques exemples :

Classification :

Lésion maligne versus lésion bénigne :

Le principe de base de cette application est que les images dermoscopiques ou non
dermoscopiques des lésions peuvent étre décomposées. Ces applications sont généralement
validées en comparant leur capacité a diagnostiquer correctement les Iésions a celle d'un
dermatologue certifié?®%°. Bien que la plupart des recherches sur I'lA soient basées sur des
algorithmes de photo-reconnaissance, les valeurs numeriques peuvent également étre utilisees.
Depuis quelques années, des applications pour smartphones sont disponibles et facilement

accessibles pour le diagnostic du mélanome. Elles consistent en une évaluation du risque de
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mélanome. Cependant la sensibilité et la spécificité varient respectivement de 7 a 73% et 37 a

949,

Notons également que des réseaux de neurones convolutifs (CNN) sont également utilisés pour

classifier les coupes histologiques et améliorer le diagnostic de mélanome™.

L’évaluation des ulcération et escarres :

Les applications sont capables de mesurer les limites précises de la plaie et de différencier les
différents types de tissus impliqués ’*. Des applications de prédiction du risque ont également

été décrites avec une spécificité >80%.

Psoriasis et autres maladies inflammatoires de la peau :

Dans le domaine du psoriasis, I'lA se concentre principalement sur I'amélioration des méthodes
de classification du psoriasis a l'aide de la reconnaissance d'images. Emam et al. ont démontré
la capacité des systemes a prédire la réponse biologique chez les patients atteints de psoriasis,
en utilisant des parametres évalués lors de la premiere visite, et ce afin d'optimiser le
traitement’2. L’IA peut également jouer un réle diagnostic dans de nombreuses autres affections
dermatologiques (l'acné, le lichen plan, le pityriasis lichénoide, la dermatomyosite, et la

dermatite séborrhéique.)

Télédermatologie

C'est I'un des domaines de la dermatologie qui se développe le plus rapidement, en particulier
dans les régions ou l'accés a un dermatologue est difficile. L'IA peut étre intégrée dans des
applications pour smartphones afin de photographier des lésions cutanées, recueillir des

informations cliniques pertinentes et générer des rapports d'évaluation”.
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Enseignement et recherche

L’TA est une excellente ressource éducative pour la formation des dermatologues, des
chercheurs, des étudiants et des spécialistes de la peau. Apres avoir examiné des images
visuellement similaires les praticiens sont en mesure de mieux comprendre leurs cas, ce qui les

aide a poser un diagnostic plus précis™.

Les applications concernant la muqueuse orale sont bien moins représentées. Toutefois
’engouement pour I’IA présent depuis quelques années touche aussi la médecine orale™. Les
études concernent essentiellement les Iésions pré-cancéreuses et cancéreuses’®®°. Fu & al’” en
2020 ont développé un algorithme de détection des carcinomes épidermoides de la bouche avec
une sensibilité 91% et une spécificité 93.5% a 1’aide de 6176 photos. Des auteurs ont également
mis en avant ’utilisation du DL pour segmenter des ulcérations aphtoides et des Iésions
herpétiques a I’aide d’un réseau U-Net®l. Parmi les Iésions bénignes on retrouve aussi la
détection de leucoplasies®?®3, Jurczyszyn et al®® ont utilisé un échantillon de 63 patients, divisés
en leucoplasie, lichen plan et sains. L'étude a obtenu les meilleurs résultats en comparant les
Iésions versus la muqueuse saine. Toutefois le résultat est peu probant dans la différenciation

entre leucoplasie et lichen plan.
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Cependant, I'lA dans le domaine de la dermatologie présente des défis qu'il convient également
de relever.® Actuellement, les données d'images des différentes maladies de la peau sont
insuffisantes, le degré de partage des informations entre les sources est faible et la qualité des

images de lésions cutanées n'est pas uniforme.

L'IA en dermatologie ne peut reconnaitre que quelques maladies spécifiques, alors que le
domaine dermatologique est extrémement varié. Faire en sorte que I'lA identifie et classifie une
longue et vaste liste de troubles dermatologiques aux présentations cliniques variées sera un

véritable défi.

Le diagnostic par I'lA souleve également des questions juridiques, éthiques et de confidentialité

des données, qui doivent étre résolues ou tout du moins prisent en compte.

Les études concernant la muqueuse orale étant presque inexistantes nous avons approché
ces pathologies spécifiques avec une vision issue de la dermatologie cutanée et ceci tout au

long de la these.

En effet, nous avons appliqué dans un premier temps des algorithmes de Deep Learning

avant d’envisager d’autres approches plus statistiques.
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I1-  Deep Learning, réseau de neurones et aide au diagnostic

A- Objectif

Du fait de I’utilisation predominante du Deep Learning (DL) en dermatologie cutanée, nous
avons fait le choix de I’appliquer a la muqueuse orale. Pour autant aucune base de données
nationale voir méme internationale n’étant disponible’, nous avons constitué notre propre base
de données. Cette derniere était issue de la consultation spécialisée de muqueuse orale du CHU
de Toulouse. Cette base de données nous a donc servi a implémenter les différents modéles

testés.

L’objectif de cette premiére phase fut de mettre au point un algorithme de DL capable
d’apporter un diagnostic directement a partir des photographies. Pour ceci nous avons
consideéré les 5 lésions orales les plus rencontrées dans notre consultation de pathologie de

la muqueuse orale au CHU de Toulouse. (Figure 11-1)

Figure 11-1 : lllustration des 5 différentes situations cliniques a prédire

A : Accroissement gingivl, B: Maldie bulleuse (pé‘rﬁphigus)‘, C: UIcéréﬁd apto'l'de, D : Carcinome, E :

Lichen plan buccal.
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B- Evaluation du Deep Learning
1- Matériel et méthode

1-1 Criteres de sélection

Les patients qui ont consulté a la consultation spécialisée de dermatologie orale du CHU de

Toulouse entre janvier 2015 et decembre 2020 ont été pris en compte dans cette étude.

Cette étude a été réalisée dans le respect du code de la santé publique et des lois de bioéthique
qui régissent la recherche en France®4. Cette étude est rétrospective et n'implique pas la
personne humaine. Elle n'est donc pas soumise a un comité d'éthique mais respecte la
méthodologie de référence (MR-004 de la Commission Nationale de I'Informatique et des
Libertés (CNIL) (numéro : 2206723 v0)) pour laquelle le CHU de Toulouse a signé un
engagement de conformité. La non-opposition du patient a été recueillie lors de la premiére

consultation dans le service.

Tous les patients répondant aux criteres suivants ont été inclus dans I'étude : (1) Patients
consultant a la consultation de pathologie des muqueuses orales du CHU de Toulouse et
présentant une lésion muqueuse, (2) Patients déja suivis pour de telles Iésions et nécessitant une
réévaluation histologique, (3) Sujets agés de plus de 18 ans au moment de la consultation, (4)
Sujets capables de comprendre la langue francaise, de recevoir l'information sur I'étude et de
comprendre le formulaire d'information pour participer a I'étude, (5) Sujets ne s’étant pas

opposé a la réutilisation des données.

Les patients présentant les conditions suivantes n'ont pas pu étre inclus dans cette étude : (1)
Femmes enceintes et allaitantes, (2) Patients sous tutelle, curatelle ou sauvegarde de justice.

Tous les patients ont donné leur consentement pour la collecte des données et le traitement
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informatique des données personnelles et médicales a été mis en ceuvre pour les résultats de

cette recherche.

1-2 Collecte et annotation des données

Pour chaque sujet, une série de photographies macroscopiques de haute résolution de la lésion
(soit par appareil photo numérique, soit par smartphone) a été réalisée. Lorsque pour un méme
patient, plusieurs images de la méme lésion ont été enregistrées, une seule d'entre elles a été
prise en compte. Par ailleurs si les images du méme patient concernent des Iésions différentes
et/ou une représentation différente d’une méme lésion (par exemple, variation de la topographie
ou la couleur) les images ont été traitées séparément. Le Tableau II-1 détailles les

caractéristiques de la base de données.
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Diagnostics

Lichen plan Ulcération Maladie Accroissement
Leucokératose Carcinome
buccal aphtoide Bulleuse gingival
P-value?
(n=41) (n=11)
(n=77) (n=37) (n=26) (n=12)
Genre:
22 (28%) 20 (49%) 19 (51%) 9 (35%) 5 (42%) 5 (45%)
Homme
0.03
51 (66%) 16 (39%) 18 (49%) 15 (58%) 3 (25%) 4 (36%)
Femme
lAge moyen, (années) 65 65 50 65 43 54 <0.001
IAlcool (n, %) 1 (1%) 3 (7%) 1 (3%) - - 2 (18%) 0.007
Tabac (n, %) 21 (27%) 18 (44%) 8 (22%) 3 (12%) 1 (8%) 5 (45%) 0.002
Localisation : Vermilion (n, %) - 1 (2%) - 1 (4%) - -
Commissure (n, %) ; ; 1 (4%) - -
Mugqueuse labiale (n, %) - 2 (5%) 1 (3%) 1 (4%) - -
Vestibule (n, %) 8 (10%) 3 (8%) 4 (10%) 2 (8%) - 1 (9%) 0.002
Gencive Attachée (n, %) 35 (45%) 5 (12%) 8 (22%) 14 (52%) 12 (100%) 4 (36%)
Muqueuse juguale (n, %) 15 (19.5%) 9 (22%) 6 (16%) 2 (8%) - 1 (9%)
Palais Dur (n, %)
2 (3%) 4 (10%) 2 (5%) 1 (4%) - 2 (18%)
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Palais mou (n, %)

- 2 (5%) - 2 (8%) - -
Pillier antérieur voile (n, %) 1 (1.5%) 1 (2%) 1 (3%) 1 (4%) - -
Face dorsale de la langue (n, %) 9 (12%) 4 (10%) 5 (14%) - - -
Face ventrale de la langue (n, %) 1(1.5%) 1(2%) 3 (27%) 1 (4%) B 1 (9%)
i 5 (6%) 8 (20%) 5 (14%) - - -
Bord latérale de la langue (n, %)
Plancher buccal (n, %) 1 (1.5%) 1 (2%) 1 (3%) - - 2 (18%)
Couleur de la lesion : Blanc (n, %) 31 (40%) 32 (78%) 10 (27%) 4 (16%) - 1 (9%)
Rouge (n, %) 8 (10%) 2 (15%) 4 (11%) 10 (38%) 2 (17%) 3 (27%)
37 (49% 7 (17% 22 (60% 12 (46% 2 (17% 7 (64%
Mixte (n, %) (49%) (17%) (60%) (46%) (17%) (64%) gy
1 (1%) - 1(3%) - 2 (17%) -
Pigmenté (n, %)
- - - 6 (50%) -
Sans changement de couleur (n, %)
Taille de la lésion : < 5mm (n, %) 9 (12%) 7(17%) | 10(27%) 7 (27%) 2 (17%) 1(9%)
5 to 10 mm (n, %)
43 (56%) 13 (32%) 25 (68%) 18 (69%) 8 (66%) 2 (19%)
<0.001
10 to 50 mm (n, %) 25 (32%) 21 (51%) 2 (5%) 1 (4%) 2 (17%) 7 (63%)
> 50 mm (n, %) - - - - - 1 (9%)
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Lésion élementaire : Hyperplasie gingivale (n, %) - - - - 9 (75%) -
Bulle (n, %) - - - 4 (16%) - -
) ) - - 3 (8%) 2 (8%) - -
Enduit cellulaire (n, %)
Erosion (n, %) 3 (4%) 3 (8%) 1 (3%) 8 (30%) - 1 (9%)
<0.001
Macule / Plague (b, %) 30 (39%) 5(12%) | 5(13%) | 10(38%) 3 (25%) 1(9%)
Nodule (n, %) 1 (1%) - 1 (3%) - - 5 (46%)
0
Papule / plaque (n, %) 37 (48%) 33 (80%) . 1 (4%) . 2 (18%)
3 (8%)
Ulcération (n, %)
6 (8%) - 24 (65%) 1 (4%) - 2 (18%)
Lésion homogene (n, %) 33 (43%) 24 (58%) 28 (76%) 10 (38%) 7 (58%) 1 (9%) <0.001
Lésion bien délimitée (n, %) 33 (43%) 26 (63%) 31 (84%) 14 (54%) 6 (50%) 1 (9%) <0.001
Bords surélévés de la Iésion (n, %) 1 (1%) - 4 (10%) - - 1 (9%) 0.29
Lésion réticulée (n, %) 34 (44%) 1(2.5%) - 1 (4%) - - <0.001
Lésion bourgeonnante (n, %) 3 (4%) - - - - 7 (64%) <0.001
Lésion papillomateuse (n, %) - 2 (5%) 1(3%) - 1 (8%) 1 (9%) 0.007
Nombre de dossiers cliniques correspondants (n) 1023 175 206 324 133 105 -
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Figure 11-2: Pipeline de Deep Learning

La bibliotheque Tensorflow ® 2.5 sous Python ® 3.7 (Python Software Foundation) a été

utilisée comme cadre général pour le codage de I’algorithme et le traitement des données.

+  Consultationspedalisee de pathologiede la
mugueuse buccake
* Annotation

* MNormalisation
«  Aupgmentation de données
*  Correction déséquilibrede classe ...

Répartition aléatoire de 'ensemble des
données d'entrainement et de test [ 80:20)

" sélection de différents modé&les : « From
scratch », ou architectures VGG16,
InceptionV'3, ResNets0, EfficientMetB0/B7 et
parfois pré-entrainés (ImageMet ...) y

Entrainement des différents modéles

Evaluation des différents modéles
Metriques de performance (ex: accuracy)

Explication des résultats du modéle :
Ex : carte des caractéristiquesdes couches de
convolution
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1-3 Développement du modele et analyse des données

1-3-1 Etape de prétraitement :

La base de données précédemment décrite a été considérée pour chacun des modeles a tester.
Toutefois, les images en doublon ont cette fois été conservées afin d’augmenter le nombre
d’images. Ainsi I’entrainement et la validation du mod¢le ont été réalisés a 1’aide de 2357
images. Les images ont été importées a 1’aide de la fonction « flow_from_dataframe » de la
bibliothéque Tensorflow®. Parallélement & cette importation, les images ont toutes été
redimensionnées a une taille de 256x256 pixels et normalisées par canaux (RGB). Chacune des
photos importées a été associée a ses propres caractéristiques lésionnelles (couleur, taille, type
de 1ésion élémentaire, forme ...). Une phase d’augmentation des données a été réalisée via des
rotations, modifications de hauteurs, de largeur, de contraste, de la luminosité, de zoom ou bien
encore en ajoutant des effets miroir. Enfin, la base de données obtenue a été partitionnée en

deux groupes 1’un d’entrainement et 1’autre de validation selon un ratio de 80 :20.

1-3-2 Correction du déséquilibre de classe

Compte tenu du déséquilibre existant entre les différentes classes a predire, un calcul des poids

relatifs a chacune des classes a été effectué puis imputé lors de I’entrainement du modéle.

1-3-3 Modélisation des données :

Différentes stratégies de Deep Learning ont été envisagées. Nous avons utilisé des réseaux
neuronaux pré-entrainés types ResNet50, EfficientNet BO/B7, Inception V3. Nous avons
également mis au point un réseau de neurones simplifié basé sur I’architecture VGG16. En
effet, la profondeur du VGG16 était trop importante pour nos images et nous avons ainsi dd

enlever certaines couches de convolution.
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Notre architecture de réseau a utilisé un filtre de 3x3 pixels pour les couches de convolution et
la fonction d'activation choisie était de type ReLU. Cette couche a comme caracteristique de ne

s’activer qu’a partir de 0 et de transmettre au-dela les signaux de facon linéaire (Figure 11-3).

Figure 11-3 Illustration des différentes fonctions d'activation 8°

1 1
|
=1 0.0 ‘ et — o | | 1
6 4 22 0 2 4 6 " 1
Sigmoid RelU Leaky RelLU

L'ajout d'une couche de « pooling » (c.-a-d. une couche de sous-échantillonnage) sous la couche
de convolution permet de réduire la dimension de la caractéristique pour éviter le
surentrainement et ainsi de condenser I’information. La couche « maxpool » (permet d’ajouter
un filtre de taille définie sur I'image d'entrée afin de ne conserver que la valeur maximale pour
chaque région de I’image couverte par le filtre.) est utilisee avec un filtre de 3x3 pixels.
L’addition d’un «dropout» fixé a 0,5 (désactivation aléatoire et temporaire de certains
neurones en définissant un taux de neurones a désactiver) concourt a diminuer le risque de sur-

apprentissage.

Enfin, la structure du réseau est aplatie (« flatten », ce qui permet de transformer une
information d’entrée en trois dimensions en une sortie en une seule dimension) et connectée a
la couche dense de sortie, qui est suivie par une fonction sigmoide (caracteristiques a prédire
binaire) ou softmax (caractéristiques a prédire non binaire), afin d'effectuer la prédiction de
I'étiquette de caractéristique Iésionnelle voulue. Au total, le CNN comporte un total 33 928 147

paramétres (Figure 11-4).

31



(A) Model: "sequential"

Layer (type) Output Shape Param #
conv2d (Conv2D) (None, 256, 256, 16) 448
conv2d_1 (Conv2D) (None, 256, 256, 16) 2320
max_pooling2d (MaxPooling2D) (None, 128, 128, 16) 0
dropout (Dropout) (None, 128, 128, 16) 0
conv2d_2 (Conv2D) (None, 128, 128, 32) 4640
conv2d_3 (Conv2D) (None, 128, 128, 32) 9248
max_pooling2d_1 (MaxPooling2 (None, 64, 64, 32) 0
dropout_1 (Dropout) (None, 64, 64, 32) 0
conv2d_4 (Conv2D) (None, 64, 64, 64) 18496
conv2d_5 (Conv2D) (None, 64, 64, 64) 36928
conv2d_6 (Conv2D) (None, 64, 64, 64) 36928
max_pooling2d_2 (MaxPooling2 (None, 32, 32, 64) 0
dropout_2 (Dropout) (None, 32, 32, 64) [}
flatten (Flatten) (None, 65536) "]

dense (Dense) (None, 512) 33554944
dense_1 (Dense) (None, 512) 262656
dense_2 (Dense) (None, 3) 1539

Total params: 33,928,147
Trainable params: 33,928,147
Non-trainable params: @

(B)

1% 1x%65536 1x1x512

32 x 32 x 64 ,
r ﬂ Convolutional 2D

64 x 64 x 64
- Max pooling 2D
Dropout
64 x 64 % 32 .
. Flatten
LA | 128 %128 x 16 Dense
256 x 256 x 16 . Dense + softmax

Figure 11-4 Exemple des différentes couches composant un réseau de neurones (A) Listing des

différentes couches composant le CNN. (B) Représentation schématique
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Différentes fonctions de co(t, (fonction mathématique permettant d’évaluer les performances
du modéle en mesurant I’erreur entre les prédictions du modéle et les valeurs réelles) ont pu
étre utilisées selon les prédictions a effectuer. En effet, pour des prédictions binaires, la fonction
de binary-crossentropy a été appliquée alors que pour des prédictions multi-classes, la fonction
de categorical-crossentropy a été choisie. L’optimisation et donc la minimisation de cette
fonction de codt repose sur un algorithme spécifique appelé descente de gradient. Il permet de
calculer le minimum local d’une fonction (convexe) en changeant au fur et a mesure (itérations)
les parametres de cette fonction (learning rate notamment). Notre algorithme d'optimisation de
la fonction de codt est Adam optimizer. Le learning rate pouvait varier de 1le-3 a 1e-6. Enfin,

la métrique d’ajustement choisie était I’« accuracy », ¢’est-a-dire la précision.

1-3-4 Performance du modele

L’entrainement des modé¢les a été réalisé sur 100 « epochs ». Le sur-apprentissage est défini
par la détérioration des performances du modeéle sur le set de test alors que les performances

continuent de s’améliorer sur le test d’entrainement.

Afin de prévenir le sur-apprentissage (Figure 11-5), une fonction d’arrét précoce a été définie,
elle était basée sur I’absence d’amélioration de la fonction de cofit sur 3 epochs successifs. Pour
chaque modele, la matrice de confusion a été établie permettant d’évaluer les performances.
Les courbes de précision et de crossentropy sur le set d’entrainement et de validation en

fonction des epochs ont également été tracées.
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Figure 11-5 Illustration du sur-apprentissage

Plusieurs métriques ont été utilisées pour évaluer le modele. Pour rappel, I’«accuracy» ou
exactitude est définie comme étant la proximité des valeurs par rapport a une mesure spécifique.
Un ensemble de mesures répétées peut étre exact si la moyenne de ces mesures est proche de la
valeur réelle. Le F1-Score, tient compte de la valeur prédictive positive ainsi que de la

sensibilité. Par conséquent, le nombre de vrais négatifs n’est pas pris en compte

1-3-4 Explicabilité du modéle

La principale composante utilisée pour construire l'architecture CNN est la couche de
convolution. Plusieurs couches peuvent étre empilées les unes sur les autres pour former la
hiérarchie des caractéristiques ou motifs a extraire de 1’image. Chaque couche peut étre
comprise comme fonctionnant en extrayant les caractéristiques de la couche précédente, puis
en les utilisant comme données d'entrée pour la structure hiérarchique a laquelle elle est
connectée. Du point de vue du réseau neuronal, la carte de caractéristiques correspond a l'unité
cachée de la couche neuronale. Plus précisément, chaque coordonnée de la carte des
caractéristiques correspond a un seul neurone dont le champ récepteur correspond a la taille du

filtre. La valeur du filtre correspond au poids de la connexion entre les neurones de la couche
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courante et les neurones de la couche supérieure. La pratiqgue montre que le filtre est similaire
a un détecteur de bords, et chaque filtre est ajusté a une fréquence spatiale, une échelle et une

orientation différentes.

Afin d’expliquer notre modele nous avons donc exploré le poids de chacune des couches de
convolution et en particulier les plus superficielles permettant de mettre en évidence les zones

de I’image participant a la prise de décision.

2- Résultats

2357 images ont éte inclues initialement. Seules les photos de lésions associées aux diagnostics
précédemment évoqués ont été conservées. C’est donc finalement 1591 images de 1ésions qui
ont été utilisées pour les phases d’entrainement et de validation de notre modéle. La répartition
des photos selon le diagnostic correspondant est exposée en Figure 11-6. Il existe un
déséquilibre de classe relativement important avec une sur-représentation du diagnostic de
Lichen plan buccal. L’impact d’un set déséquilibré sur I’entrainement d’un CNN et les données

obtenues peut étre majeur.®

Lorsqu’un ensemble de données est déséquilibré, le modele affiche a la fois une baisse de la
précision et un surajustement (« overfitting ») croissant pour les classes minoritaires. On
observe également des difficultés a généraliser a la distribution de test des classes minoritaires.
Le classificateur CNN fonde ses décisions sur une faible partie de la dimension de ses
caractéristiques d'entrée. Dans le cas des classes minoritaires, le nombre de caractéristiques
pertinentes est encore plus faible. En raison de la plus grande diversité des instances
majoritaires, un plus grand nombre de caractéristiques est nécessaire pour prédire la classe dans
satotalité. Les stratégies de rééquilibrage des poids employées par certaines méthodes sensibles

aux codts, de suréchantillonnage ou de réentrainement du classificateur peuvent ne pas étre
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suffisantes pour remedier au probléme du désequilibre des classes. Enfin, un classificateur ré-
entrainé avec des caractéristiques issues d'un extracteur déséquilibré ne peut pas retrouver les

niveaux de précision d'un CNN entrainé sur des données équilibrées.

Figure 11-6 : Répartition du nombre de photos de lésion selon le diagnostic associé.
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Accroissement gingival
Ulcérations apthoides

Le Tableau I1-2 expose les valeurs d’«accuracy» et le Fl-score pour chacune des
caractéristiques lésionnelles a prédire. A 1’exception de la prédiction du type de Iésion
¢lémentaire et de la couleur en 4 classes (Rouge, Blanc, Mixte, Pigment¢) 1’exactitude de notre
modeéle varie de 0.62 & 1.00. Toutefois le F1-score reste faible allant de 0.1 & 0.53. Ainsi, il
ressort que 1’exactitude n’est pas une métrique correcte du fait du déséquilibre entre les
differentes classes a prédire. Le modele qui peut paraitre efficace dans la prediction effectue en

réalité des prédictions proches de I’aléatoire.
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Concernant la prédiction du type de Iésion ¢lémentaire, 1’exactitude est de 0,25, notre modéle

n’est donc clairement pas adapté pour prédire ce type de caractéristique.

Deux approches ont été évaluées concernant la prédiction de la couleur des lésions. Une
premiere approche consistait a effectuer une prédiction multi-classes. Ainsi on cherchait a
predire si la Iésion appartenait a chacune des 4 classes : Blanc, Rouge, Mixte ou Pigmenté.
Cette approche a donné des résultats relativement décevants avec une exactitude de 0.47 et un
F1-score de 0.10. Une seconde approche dite « multilabel » a donc été envisagee, le but étant
de prédire si la lésion était Rouge, Blanche ou bien a la fois Rouge et Blanche. Pour ce faire,
une fonction de codt : Binary cross-entropy a été choisie et associée a une activation de type
sigmoid et non softmax. Cette méthode pour annoter les images a permis une amélioration
significative des performances avec une exactitude de 0.74 et un F1-score de 0.45. Toutefois
ces résultats ne semblent pas satisfaisants a une utilisation clinique. En effet, un F1 score de

0,45 signifie que le modele effectue plus de deux erreurs pour une prédiction positive correcte.

Les CNN sont souvent considérés comme des « boites noires », et il est difficile de comprendre
les interactions entre les différents neurones amenant a la prédiction. Cependant, quelques
moyens permettent d’essayer d’explorer les réseaux de neurones notamment la carte des
caractéristiques ou « Feature map ». Cette carte des caractéristiques a pour but de mettre en
évidence les informations présentes dans I’image et ayant servi de support a la prédiction. La
Figure 11-7 est un exemple de carte des caractéristiques pour une Iésion de lichen plan typique
d’aspect réticulé. Notre algorithme a effectué une mauvaise prédiction en classant cette Iésion
comme étant non réticulée. L’observation du premier bloc de convolution confirme que le
réseau identifie correctement la lésion par rapport a la muqueuse sous-jacente. Toutefois,
I’information extraite dans le dernier bloc de convolution est sensiblement identique au premier

bloc, signifiant que les informations les plus pertinentes n’ont pas été extraites.
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Tableau 11-2 : Performances prédictives des différentes caractéristiques lésionnelles sur le set de test.

Caractéristiques Couleur (4 Couleur Multilabel | Reticulation Homogénétié Lésion Contour bien délimité | Bourgeonnant Papillomateux
classes) (2 classes) élémentaire
Exactitude (« accuracy ») 0.47 0.74 0.84 0.65 0.25 0.62 0.90 1.00
Données équilibrées
F1-Score 0.10 0.45 0.3 0.53 0.1 0.57 0.17 0.00

Données équilibrées
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Figure 11-7 : Exploration des différentes couches de convolution

A : Image d’une 1ésion de lichen plan buccal avec son aspect typiquement réticulé. Le modeéle prédit a tort ce cette 1ésion est non réticulée.

B et C : Carte des caractéristiques ou Feature map pour le premier bloc de convolution (B) et le dernier bloc de convolution (C). Les blocs de convolution ont pour objectif
d’extraire I’information a partir des pixels présents dans 1’image. Plus on descend dans le réseau neuronal et plus I’information extraite doit étre pertinente. La carte de
caractéristiques correspond quant a elle a I'unité cachée de la couche neuronale. Plus précisément, chaque coordonnée de la carte des caractéristiques correspond a un seul

neurone dont le champ récepteur correspond a la taille du filtre.
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3- Discussion

Nous avons donc testé dans cette premiére partie plusieurs algorithmes de DL et ceci afin de
predire soit directement la Iésion, soit une caractéristique semiologique liée a cette derniére.
Les résultats n’ont pas été probants. Plusieurs hypothéses, liees aux lésions elles-mémes ou au

DL en lui-méme, peuvent expliquer ces résultats.

3-1 Hétérogénéité des lésions

En raison de I'nétérogénéité des lésions orales et de la similarité clinique entre certaines entités
pathologiques 887 e processus diagnostic va bien au-dela de I'analyse des caractéristiques
d'une image. Ce processus nécessite la recherche de stratégies qui permettent la combinaison
d'informations issues de 1’image et l'inclusion d'informations supplémentaires obtenues par
I'examen clinique®®. Aucune étude sur les maladies bucco-dentaires ne décrit I'utilisation de
bases de données publiques, ce qui indique I'inexistence de ce type de base de données et justifie
le choix de Welikala. et al 8de créer une base de données avec plusieurs entités pathologiques
orales, associées aux données cliniques correspondantes. En raison du manque de bases de
données publiques, ou méme de I'absence de collecte, certaines études sur la médecine orale
ont utilisé des images extraites d’internet pour le développement de modéles d'lA, obtenant
ainsi un volume de données plus important mais non représentatif.’8898287_ par ailleurs, les
photos endo-buccales étant difficilement standardisables, il est nécessaire de normaliser au

maximum les images pour les comparer®®
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3-2 Réle des informations cliniques

La plupart des modeles actuels ne sont entrainés qu'avec des images de lésions sans tenir compte
d'autres informations cliniques liées aux patients. Etant donné que les médecins prennent
géneralement des décisions cliniques avec des informations supplémentaires autres que
I’image, comme les examens de dossiers meédicaux (antécédents, mode de vie, données
biologiques), I'ajout de ces informations au modele de DL pourrait conduire a de meilleures
performances de classification. Haenssle et al, % ont montré qu'avec l'ajout des informations
cliniques, il y a une augmentation de la sensibilité et de la spécificité de la performance
diagnostique. Ainsi, il est prédit que les modéles de DL peuvent bénéficier de I'inclusion des

métadonnées des patients.

3-3 Importance des véritables étiquettes et de la vérite terrain

Dans des ensembles de données plus importants (MNIST, CIFAR et ImageNet), les modeles
de DL sont capables de généraliser a partir des données d’entrainement, lorsque les véritables
étiquettes sont bien plus nombreuses que les étiquettes incorrectes®. Cela souligne I'importance
d'utiliser les rapports histopathologiques comme Vvérité de terrain pour des taches importantes
telles que la détection de Iésions, étant donné que des lésions mal labellisées par des experts

peuvent diluer I'ensemble de données, entrainant ainsi une performance inférieure du modele.

3-4 Duplicité des données

Cassidy & al®* ont noté que plusieurs manuscrits utilisant I'ensemble de données ISIC avaient
des images en double ou similaires dans les ensembles d'entrainement et de test, introduisant
un biais dans le modéle CNN, et ont proposé une méthodologie pour supprimer les images en
double. Les prédictions d’un modele s'améliorent en précision en extrayant un plus grand
nombre de caractéristiques uniques plutét qu'en enrichissant simplement les données en se

procurant un grand nombre d'images a partir d'un petit nombre de sources. Il convient de noter
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qu'une riche source de données non dupliquées doit étre utilisée pour la formation des CNN

afin d'éviter les biais et la surestimation des performances du modele.

3-5 Quialité et déséquilibre des données

La qualité des images peut étre une source de préoccupation, en particulier avec les ensembles
de données institutionnels non publics, car, la qualité des images cliniques peut varier en
fonction de I'appareil et de I'opérateur qui capture les images. Pour les images dermoscopiques,
les images sont prises avec un appareil désigné, et donc la qualité peut ne pas varier autant. Ce
n’est pas le cas en pathologie de la muqueuse orale, les images ne sont pas standardisées tant
en qualité, qu’en zoom ou en exposition. En effet, il est également a noter que les photos endo-
buccales contiennent des structures tres différents, telles que de la muqueuse, mais aussi des

dents, voir des restaurations prothétiques.

Le controle de la qualité des images dans de grands ensembles de données est une tache difficile.
L'augmentation de la diversité des images dans les ensembles de données et le développement
d'outils pour évaluer la qualité des images et supprimer les données en double sont des solutions

nécessaires pour améliorer le développement de modeéles a l'avenir.

3-6 Validité externe des modeles

Bien gue ces études montrent une utilisation potentielle des modeles d'lA en dermatologie et
en médecine orale, il convient de noter que la majorité des articles sont en grande partie des
preuves de concept, entrainées et testées sur des ensembles de données rétrospectives. Les
limites a la généralisation peuvent étre divisées en trois catégories : le manque d'ensembles de
données en général, le manque de diversité dans les ensembles de données et le manque

d'informations sur les patients.
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Les obstacles a la validité externe seraient le désequilibre des données entre I'age, le sexe,
l'origine ethnique, le type de maladie et la prévalence de la maladie, qui, s'il n'est pas
suffisamment traité, pourrait entrainer une mauvaise performance lorsque ces modeles sont

testés en dehors de leur population de d’entrainent et de test.

Une étude a rapporté que plusieurs algorithmes de ML peuvent étre sous-performant selon le
phototype des patients, car les ensembles de données utilisés pour former ces modeles, tels que
les archives de défi ISIC, ont été largement collectés auprés de patients aux Etats-Unis, en

Europe et en Australie %.

3-7 Difficultés d’explicabilité des modeéles de DL

La compréhension du processus de classification automatisée est une étape importante, en
particulier dans le domaine de la santé. Bien que les connexions se produisent dans les couches
intermédiaires des modeéles DL et sont inconnues, I'analyse des erreurs peut donner des indices
sur les données a I’origine de la confusion. Cette analyse peut améliorer la compréhension des

paramétres que les modeles utilisent pour prendre leurs décisions.%%
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I11- Machine Learning et apprentissage statistique, une solution

alternative®

A- Objectif

Compte tenu des limites précédemment évoqueées, nous avons choisi de tester une nouvelle
approche, basée cette fois ci sur des modeles de Machine Learning (ML) reposant sur un

apprentissage statistique.

L’objectif de cette deuxiéme phase fut de pallier le manque de précision diagnostic de
notre modele de DL. Pour cela nous avons opté pour un modéle de ML basé sur les
caractéristiques sémiologiques des Iésions. Cette approche nous a également permis de

prendre en compte certaines données concernant I’état de santé général des patients.

Pour cela, 6 lésions orales les plus rencontrées dans notre consultation de pathologie de la

muqueuse orale ont été considérées (Figure 111-1).

Figure 111-1 : lllustration des différentes situations cliniques a prédire

A : Maladie bulleuse (pemphigus),

B : Carcinome,
C : Ulcération aphtoide,
D : Accroissement gingival,

E : Leucoplasie,

F : Lichen plan buccal.
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B- Evaluation de I’apport du Machine Learning
1- Matériel et méthode

1-1 Criteres de sélection

La base de données précédemment réalisee a eté utilisée pour ce travail.

1-2 Collecte et annotation des données

Pour chacune des images inclues dans la base de données, chaque caracteéristique de la lésion
(Iésion, couleur, topographie, taille, homogénéité et forme) a été annotée par un seul
investigateur (A.D), préalablement calibré par deux experts en pathologie de la muqueuse orale
(S.C, S.L) avant le lancement de I'étude en évaluant 50 images sélectionnées au hasard. Le
kappa inter-examinateur global a atteint 0,92. La fiabilité intra-examinateur a été testée en
réexaminant au hasard 30 Iésions & un mois d'intervalle de I'évaluation initiale et a atteint 0,87.
Les diagnostics associés a chacune des images ont été préalablement validés histologiquement.
L'analyse anatomopathologique des lésions orales dans le cadre des soins de routine du patient
a été réalisée dans le laboratoire anatomopathologique du CHU de Toulouse et de I'Institut
Universitaire du Cancer de Toulouse. Enfin, les données démographiques (age, sexe,
consommation d'alcool, tabagisme), médicales et médicamenteuses ont également été
enregistrées. Les antécédents médicaux et les médicaments ont été classés respectivement selon
la classification internationale des maladies (CIM) et le systeme de classification anatomique

thérapeutique chimique (ATC).
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Figure I111-2 : Pipeline de Machine Learning
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1-3 Développement du modele et analyse des données

1-3-1 Etape de prétraitement

Les données catégorielles binaires (oui/non ou homme/femme) ont d'abord été « label-
encodées » par des nombres entiers. Pour les modéles de ML non basés sur les arbres
décisionnels, le type de lésion élémentaire a été « one-hot encodées » (0 ou 1). Les données
sociodémographiques et/ou médicales manquantes (pour I'age (68, 7,1%), le sexe (61, 6,4%),
le tabac (7, 0,7%), I'alcool (7, 0,7%) et les stupéfiants (7, 0,7%)) ont été considérées comme
telles pour que I'approche algorithmique puisse les traiter (tree based gradient boosting model

LightGBM) ou imputées a I'aide d'un modéle d'imputation unique multivarié®.

1-3-2 Modélisation des données

Differentes stratégies de Machine Learning ont été comparées : LightGBM (une méthode de
gradient boosting basée sur les arbres), Logistic Regression with an elastic net penalization

(LR), Decision tree (DT), K-Nearest Neighbors (KNN) and Multi-Layer Perceptron (MLP).

Les modeles ont été utilisés a partir de scikit-learn 1.0.1 et lightgbm 3.3.1. Pour optimiser les
hyperparametres de chaque modeéle, une "grid search” a été réalisée en utilisant optuna 2.10.0,
avec la moyenne ROC AUC un-vers-un apres une validation croisée 5-fois considérée comme

la métrique d'évaluation.

1-3-3 Performance du modeéle :

Pour chaque modele, nous avons calculé le taux de vrais positifs (proportion de données
positives correctement considérées comme positives), le taux de vrais négatifs (proportion de
données négatives correctement considerées comme négatives), la valeur prédictive positive
(nombre de resultats positifs corrects divisé par le nombre de résultats positifs prédits par le

classificateur), la valeur prédictive négative (nombre de résultats négatifs corrects divisé par le
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nombre de résultats négatifs predits par le classificateur), la précision globale (nombre de
prédictions correctes divisé par le nombre total de prédictions) et le score F1 (moyenne

harmonique entre les valeurs prédictives positives et le taux de vrais positifs).

1-3-4 Explicabilité du modéle :

Enfin, Iinfluence de chaque attribut de I'ensemble de données sur la prédiction du diagnostic a
été explorée a l'aide de SHapley Additive exPlanations (SHAP)%. Compte tenu de la grande
dimensionnalité de I'ensemble de données (nombre élevé de variables) et de la nature du modele
final choisi (modele arborescent lightGBM), le modéle a été expliqué grace a l'optimisation

TreeSHAPY,
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2- Résultats

L'ensemble des données comprenait un total de 1242 dossiers représentant 31 diagnostics
différents pour 299 sujets (39,4 % d’hommes ; 60,6 % de femmes ; &ge moyen 57,3 ans + 19,2).
Compte tenu du nombre de cas par diagnostic, 7 catégories ont été considérées : lichen plan
buccal (40,0 % de I'ensemble de données), maladies bulleuses (13,9 %), ulcéres aphteux (8,9
%), leucoplasie (7,3 %), hypertrophie gingivale (3,7 %), carcinome épidermoide buccal (3,3
%), et autres (22,9 %). Une description détaillée de I'ensemble des données finales (données

sociodemographiques et médicales) est fournie dans le tableau 111-1.

Seuls 8 (2,7 %) sujets étaient alcooliques et 72 (24,1 %) étaient fumeurs. Les lésions
élémentaires les plus représentées étaient les plaques/papules (27 %), 36 % de ces lésions étant
situées sur la gencive attachée. Une fois les modeles réglés pour I'optimisation des
hyperparameétres et entrainés sur I'ensemble de données d'entrainement, les performances de
chaque modeéle ont été évaluées sur I'ensemble de données de test. Le modéle LightGBM a
obtenu la meilleure performance avec une précision moyenne de 0,84. Les autres modeles de
ML ont obtenu des performances plus faibles avec 0,54, 0,73, 0,49 et 0,62, respectivement,
pour la logistic regression (LR), K-nearest neighbors (K-NN), decision tree classifier (DTC)
et multilayer perceptron models (MLP). Les performances détaillées des modeles sont
présentées dans le Tableau I11-2. La matrice de confusion est présentée dans la Figure 111-3A

pour le modele LightGBM.
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Tableau I11-1 : Caractéristiques des sujets utilisées pour la formation du modele de machine learning en fonction de chaque diagnostic.

Lichen Planus Leukoplakia Aphthous Ulcer Bullous Diseases Gingival Enlargement Carcinoma Others Value ®
Number of Subjects (n=77) (n =41) (n =37) (n =26) (n=12) (n=11) (n =95) L
Gender (n,%)
Male 22 (29%) 20 (49%) 19 (51%) 9 (35%) 5 (42%) 5 (45%) 42 (44%) 0.03
Female 51 (66%) 16 (39%) 14 (38%) 15 (58%) 3 (25%) 4 (36%) 53 (56%)
Mean age 65 b5 50 65 43 54 50 =<0.001
Alcohol (n,%) 2 (3%) 4 (10%) 1(3%) - - 2 (18%) 2 (2%) 0.007
Smoking (n,%) 21 (27%) 18 (44%) 8 (22%) 3 (12%) 1(8%) 5 (45%) 16 (17%) 0.002
Number of lesions (n) 497 91 110 173 46 41 252
Localization (n,%)
Vermilion 19 (3.8 %) 6 (6.5%) 5 (4.5%) 3 (1.7%) - - 16 (6.3%)
Commissure 1(0.2%) - - 1(9.6%) - - 8 (3%)
Labial mucosa 8 (1.7%) 3 (3%) 15 (13.6%) 16 (9.2%) - 1(2.4%) 21 (8.3%)
Muco-buccal fold 136 (27.3%) 25 (27.5%) 18 (16.4%) 16 (9.2%) - 5 (12%) 21 (8.3%)
Attached gingiva 172 (34.6%) 12 (13.1%) 12 (10.9%) 91 (52.6%) 45 (98%) 16 (39%) 85 (33.7%)
Buccal mucosa 37 (7.4%) 3 (3.3%) 10 (9.0%) 14 (8.0%) 1(2.0%) 2 (4.8%) 11 (4.4%) 0.002
Hard palate 22 (4.4%) 13 (14.3%) 5 (4.5%) 10 (5.7%) - 11 (26.8%) 20 (7.9%) :
Soft palate 1(0.2%) 4 (4.4%) 5 (4.5%) 19 (10.9%) - - 2 (0.7%)
Tonsillar pillar 3(0.6%) 1(1.1%) 1(0.9%) 1 (0.5%) - - 2 (0.7%)
Dorsal tongue 60 (12.0%) 7 (1.8%) 3 (2.7%) 2 (1.2%) - 2 (4.8%) 51 (20.2%)
Ventral tongue 9 (1.8%) 1(1.0%) 10 (9.0%) 6 (3.5%) - 1(2.4%) 2 (0.7%)
Lateral tongue 24 (4.8%) 14 (15.4%) 13 (11.8%) - - 1(2.4%) 11 (4.4%)
Floor of mouth 5 (1.0%) 2 (2.2%) 2 (1.8%) - - 2 (4.8%) 2 (0.7%)
Lesion color (n,%)
White 160 (32.0%) 70 (7.8%) 33 (30.0%) 46 (26.6%) - 13 (31.7%) 50 (18.8%)
Red 55 (11.0%) 2 (2.2%) 9 (8.1%) 55 (31.8%) 15 (32,6%) 8 (19.5%) 51 (20.2%) 0,001
Mixt (red and white) 268 (54%) 19 (20.8%) 66 (60.0%) 69 (39.9%) 5(11.8%) 16 (39.0%) 79 (31.3%) ’
Pigmented 10 (2.0%) - 1(0.9%) - 5 (11.8%) 3 (2.3%) 40 (15.8%)
No color changes 4(0.8%) - 1(0.9%) - 21 (46.0%) 1(2.4%) 32 (12.7%)
Lesion size (n,%)
<5 mm 39 (7.8%) 13 (14.3%) 27 (24.5%) 32 (18.5%) 27 (58.6%) 1(2.4%) 41 (16.2%)
5to 10 mm 268 (54.0%) 41 (45.1%) 66 (60.0%) 116 (67.0%) 38 (82.6%) 9 (21.9%) 135 (53.1%) <0.001
10 to 50 mm 188 (38.0%) 37 (40.7%) 17 (15.5%) 25 (14.5%) 6 (13.0%) 27 (65.8%) 75 (29.7%)
>50 mm 2 (0.4%) - - - - 4(9.7%) 1(0.4%)
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Bullous Diseases

Gingival Enlargement

Carcinoma

Others

Lichen Planus  Leukoplakia  Aphthous Ulcer Value
Number of Subjects (n=77) (n=41) (n=37) (n =26) (n=12) (n=11) (n =95) .
Elementary Lesion (n,%)
Gingival hyperplasia 3 (0.6%) - - 1(05%) 40 (86.9%) - 9 (3.5%)
Bulla 7 (1.4%) 2 (2.2%) 2 (1.8%) 31 (18.0%) - - 16 (6.3%)
Cellular coating 11 (2.2%) 1(1.1%) 13 (11.8%) 16 (9.2%) - 2 (4.8%) 12 (4.7%)
Erosion 18 (3.6%) 3 (3.3%) 6 (5.5%) 30 (18.3%) - 1(24%) 8 (3.1%) <0.001
Macula/patch 184 (37.0%) 12 (13.2%) 11 (10.0%) 79 (45.7%) 6 (13.0%) 4(9.7%) 78 (30.9%)
Nodule 13 (2.6%) 2 (2.2%) 2 (1.8%) - - 18(43.9%) 100 (39.6%)
Papula/plaque 220 (44.3%) 70 (77.0%) 8 (7.3%) 7 (4.0%) - 13 (31.7%) 23 (9.1%)
Ulcer 40 (8.0%) 1(1.1%) 68 (61.8%) 9 (5.2%) - 3(7.3%) 4(1.5%)
Lesion homogeneity (n,%) 187 (37.6%) 52 (75.1%) 77 (70.0%) 71 (41.0%) 32 (69.5%) 5(12.1%) 142 (56.4%) <0.001
Well circumscribed lesion (n,%) 230 (46.3%) 55 (60.4%) 93 (84.5%) 81 (46.8%) 19 (41.3%) 7 (17.0%) 166 (65.8%) <0.001
Elevated edges of the
lesion (n,%) 5 (1.0%) - 13 (11.8%) 2 (1.2%) 1(2.0%) 1(24%) 4(1.6%) 0.29
Reticular lesion (n,%) 175 (35.2%) 3 (3.3%) 1 (0.9%) 5 (2.9%) - - 5 (1.9%) <0.001
Growing lesion (n,%) 13 (2.6%) 2 (2.2%) - 1(05%) 3 (6.5%) 24 (58.5%) 25 (9.9%) <0.001
Papillomatus lesion (n,%) 3 (0.6%) 8 (8.8%) 1 (0.9%) 1(05%) 1(2.0%) 8 (19.5%) 41 (16.2%) 0.007

? for categorical values, the p-value resulted from a 3'2 test; for numerical values, the p-value resulted from an ANOVA test.
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Tableau I11-2 : Performances des différents modeles testés pour chacun des diagnostics

LightGBM Elastic Net Regression K-Nearest Neighbors Decision Tree Multilayer Perceptron

Diagnostics TPR TNR PPV NPV F1 TPR TNR PPV NPV F1 TPR TNR PPV NPV F1 TPR TNR PPV NPV F1 TPR TNR PPV NFV F1
Gingival enlargement 092 100 100 1.00 0.96 0.92 099 085 100 0.88 0.83 099 071 099 077 0.67 097 047 099 055 083 100 100 099 091
Carcinoma 090 1.00 050 1.00 0.90 060 0592 021 099 0.32 070 099 064 099 0.67 0.80 096 040 099 0.53 050 098 0530 098 0.50

Leukoplakia 078 098 075 098 057 074 091 040 098 0.52 0.57 094 042 096 048 074 089 036 098 049 035 098 062 095 0.44
Oral lichen planus 0.89 0.89 085 092 0.87 038 092 077 0.68 051 0.85 0.88 0.83 0.89 0.84 027 098 092 0.66 042 0.84 070 066 086 0.74

Bullous diseases 072 096 076 095 0.74 070 0.81 038 094 049 070 09 075 095 0.72 074 076 034 095 046 0.35 095 056 0.90 043
Aphthous ulcers 075 099 084 097 079 054 096 056 095 0.55 046 097 059 095 0.52 075 092 050 097 0.60 0.50 0.98 074 095 0.60

Other lesions 0.89 0.97 089 097 0.89 060 094 072 090 0.66 067 093 072 091 0.69 046 093 064 087 054 073 092 070 093 0.71
Mean accuracy 0.84 0.54 0.73 0.49 0.67

Abbreviations : TPR, true positive rate; TNR, true negative rate; PPV, positive predictive value; NPV, negative predictive value. True positive rate: proportion of positive data that are
correctly considered as positive. True negative rate: proportion of negative data that are correctly considered as negative. Positive predictive value: number of correct positive results
divided by the number of positive results predicted by the classifier. Negative predictive value: number of correct negative results divided by the number of negative results predicted
by the classifier. Fl-score: the harmonic mean between predictive positive values and true positive rate.
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Confirmed diagnosis

Figure 111-3: Matrice de confusion pour le modéle LightGBM et importance des

caractéristiques pour les prédictions globales.
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(A) La matrice de confusion décrit les performances du modéle de classification LightGBM sur

I'ensemble de données de test. Le nombre de Iésions correctement classées varie de 92 % a 72

% en fonction des différents diagnostics évalués.

(B) L'importance des caractéristiques SHAP pour le modele LightGBM entrainé & prédire les

Iésions de la muqueuse orale est mesurée par les valeurs absolues moyennes de SHAP.
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Quel que soit le diagnostic a prédire, le modéle LightGBM a obtenu les meilleures
performances. La méthode TreeSHAP a été utilisée pour donner un apercu de I'explicabilité des
prédictions. La Figure 111-3B montre I'importance des différentes caractéristiques dans la prise
de décision globale. Les facteurs influencant la prise de décision globale sont essentiellement
les caractéristiques des lésions (type de Iésion, couleur, réticulation.). Bien que I'age reste le
facteur le plus important dans la prise de décision, d'autres données sociodémographigues sont
prises en compte mais avec moins d'importance. Le modele ne prend pas en compte les
antécédents médicaux et les traitements dans I'explication globale du comportement du modele.
La Figure 111-4 montre I'importance des différentes caractéristiques pour la prédiction des
diagnostics de lichen plan buccal, maladie bulleuse et carcinome. Si I'dge du patient semble
influencer toutes les lésions, pour le lichen plan buccal, des caractéristiques telles que la forme
réticulaire de la lésion, le sexe, le type de lésion élémentaire et la localisation ont plus
d'influence sur le diagnostic que les antécédents médicaux du patient. Au contraire, pour le
carcinome, la taille de la lésion, sa localisation et le statut tabagique du patient sont plus
importants pour prédire le diagnostic que la couleur de la lésion ou le sexe. Les antécédents
médicaux ont souvent une influence mineure sur la prédiction individuelle, a I'exception des
antécédents de pathologie dermatologique, qui influencent fortement le diagnostic de la maladie

bulleuse.

Enfin, la Figure 111-5 illustre deux exemples de prédiction, respectivement pour un
carcinome (Figure 111-5A) et une lésion de lichen plan buccal (Figure 111-5B). L'algorithme
SHAP permet de comprendre la prise de décision en soulignant les facteurs qui influencent

positivement ou négativement les différents diagnostics.
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Figure 111-4 : Graphique récapitulatif de I'importance des caractéristiques pour chaque prédiction diagnostique : le lichen plan buccal, les maladies

bulleuses et le carcinome.
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Chaque point du graphique récapitulatif est une valeur SHAP pour une caractéristique et une instance donnée. La position sur l'axe des y est
déterminée par la caractéristique et sur I'axe des x par la valeur SHAP. La couleur représente la valeur de la caractéristique, de la plus faible a la
plus élevée. Les points qui se chevauchent sont divisés dans le sens de I'axe des ordonnées, ce qui nous donne une idée de la distribution des

valeurs SHAP par caractéristique. Les caractéristiques sont classées en fonction de leur importance.
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Figure 111-5 : Illustration de deux exemples de prédiction, respectivement pour un carcinome

(A) et une lésion de lichen plan buccal (B).
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L'algorithme SHAP permet de comprendre la prise de décision en soulignant les facteurs qui

influencent positivement ou négativement les différents diagnostics

Abréviations : ATC A, Classification anatomique thérapeutique chimique : Tube digestif et métabolisme ; ATC C, Classification

anatomique thérapeutique chimique : Systeme cardiovasculaire ; ATC H, Classification anatomique thérapeutique chimique :

Préparations hormonales systémiques ; ATC M, Classification anatomique thérapeutique chimique

: Systéme musculo-

squelettique ; ATC N, Classification anatomique thérapeutique chimique : Systeme nerveux ; ATC R, Classification anatomique

thérapeutique chimique : Systeme respiratoire ; ICD C00-D49, classification internationale des maladies : Tumeurs ; ICD

E00-E89, classification internationale des maladies : Maladies endocriniennes, nutritionnelles et métaboliques ; ICD F0O-

F99, classification internationale des maladies :

Troubles mentaux et du comportement ; ICD G00-G99, classification

internationale des maladies : Maladies du systeme nerveux ; ICD 100 199, classification internationale des maladies : Maladies

de I'appareil circulatoire ; ICD K00-K95, classification internationale des maladies : Maladies de I'appareil digestif ; ICD

L00-L99, classification internationale des maladies :

Maladies de la peau et du tissu sous-cutané ; ICD MO00-M99,

classification internationale des maladies : Maladies du systéme digestif ; ICD L00-L99, classification internationale des

maladies : Maladies de la peau et du tissu sous-cutané. ICD M00-M99, classification internationale des maladies : Maladies

de I'appareil locomoteur et du tissu conjonctif ; ICD NO0-N99, classification internationale des maladies :

I'appareil génito-urinaire
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3- Discussion

Sur la base de la topographie des lésions et des caractéristiques medicales et
sociodemographiques des patients, le modéle LightGBM a permis de prédire les 6 lésions de la
muqueuse orale sélectionnées dans cette étude avec une précision globale d'environ 0,84. La
spécificité (taux de vrais négatifs) et la sensibilité (taux de vrais positifs) restent trés élevees,
allant respectivement de 0,89 a 1,00 et de 0,72 a 0,92, illustrant ainsi la capacité de
discrimination de notre modéle. Par conséquent, cet outil semble adapté aux praticiens non
spécialistes pour les guider dans leur processus diagnostique et thérapeutique. Le diagnostic
précoce des Iésions orales représente un défi pour les traiter rapidement et réduire les pénalités
thérapeutiques, en particulier dans le cas du cancer. D'autant plus que les progres thérapeutiques
ont permis d'augmenter I'espérance de vie de ces patients. Bien que la dermatologie orale soit
au carrefour de plusieurs spécialités médicales (dentistes, oto-rhino-laryngologistes,
chirurgiens oraux et maxillo-faciaux, dermatologues), les lésions orales restent sous-
diagnostiquées, en particulier pour les Iésions précancéreuses et cancéreuses'>. En effet, les
médecins généralistes manquent souvent de formation spécifique et les patients ne sont pas

orientés vers des spécialistes dans ce domaine!®®°,

D'autre part, alors que l'apport de I'lA est en plein essor en médecine et notamment en
dermatologie, seuls quelques modeles ont été développés en dermatologie orale’’-80.83.100-102
Pour répondre a ce probléme, nous avons démontré que nous pouvions prédire avec précision
le diagnostic d'une Iésion de la muqueuse orale a l'aide d'une stratégie algorithmique de ML
basée sur une consultation de routine en médecine orale. De méme, d'autres modeles créés pour
la détection automatique des cancers de la peau ont montré l'importance d'inclure les
informations cliniques du patient pour optimiser ces outils 1%, Les algorithmes de ML sont

considérés comme des "boites noires”. L'explicabilité vise a mettre en évidence I'importance de
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chaque donnée dans le processus de décision afin daméliorer la transparence, le
questionnement et la compréhension. Cette explicabilité augmente la confiance des modéles en
assurant que la prise de décision est cohérente avec les données sémiologiques classiquement
admises dans la littérature. De plus, I'identification de nouvelles corrélations doit étre étayee
par des preuves afin d'éliminer les décisions trompeuses. Enfin, la compréhension des modéles
n'est pas seulement un objectif de recherche ; elle permet au praticien d'étre guidé dans sa
réflexion clinique, d'identifier les variables de grande importance et, par conséquent,
d'optimiser le diagnostic des lésions. Par ailleurs, si I'explicabilité d'un modéle permet de mettre
en évidence des interactions importantes entre certaines données, elle ne permet pas de conclure
a l'existence d'un lien entre ces données et le modele. Le développement d'applications
accessibles au grand public & des fins de prévention et de diagnostic est un enjeu important®.
En 2018, la revue systématique de Chuchu et al®® a évalué la sensibilité et la spécificité des
applications smartphone utilisées pour le diagnostic du mélanome. Bien que prometteurs, les
résultats ont montré un manque de précision qui a conduit a des erreurs de diagnostic par rapport
au diagnostic posé par des dermatologues experts. Deux ans plus tard, Udréa et al. en 20201%
ont amélioré le systeme en développant une application pour smartphone basée sur un
algorithme de ML qui permet de détecter les lésions cutanées cancéreuses ou précancéreuses
avec une sensibilité de 95,1 % et une spécificité de 77,3 %. Dans le diagnostic des lésions orales,
en permettant la détection des "patients a haut risque de cancer" a partir des données
sociodémographiques et comportementales du patient associées a la description élémentaire de
la lésion, le présent algorithme peut ainsi constituer un outil simple a utiliser pour les
spécialistes et les non-spécialistes, avec une précision élevée. Aujourd'hui, les modeles d'lA les
plus puissants utilisés pour le diagnostic en dermatologie sont désormais basés sur des réseaux
neuronaux convolutifs profonds. Ils permettent d'utiliser I'image de la lésion en considérant les

pixels qui la constituent comme des caractéristiques a part entiére’®®1%, voire en y associant
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des informations sur le patient®®. L'utilisation de la photographie elle-méme pour déterminer
le diagnostic est la suite logique de notre travail, notamment pour affiner la prédiction. Sur la
base des résultats de cette étude, notre algorithme pourrait étre utilisé en pratique courante pour
aider au diagnostic et effectuer un premier triage. En effet, il pourrait faciliter la détection des
patients présentant des lésions a risque de développement malin. Bien entendu, il ne permet pas
a ce jour de remplacer le spécialiste en raison de certaines limitations. Une anamnese
appropriée, suivie d'un examen permettant de déceler des signes spécifiques, complétés par des
examens complémentaires ou une biopsie est la méthode standard de diagnostic en
dermatologie. Cette approche holistique ne peut étre remplacée par aucune méthode, y compris

I'A.
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4- Conclusion

Cette premicre partie a donc mis en lumiére deux approches d’IA pouvant étre utilisées dans le
diagnostic des lésions de la muqueuse orale. Se basant sur la littérature scientifique et les
approches actuellement utilisées dans le domaine de la dermatologie cutanée, nous avons tout
d’abord envisagé une approche par Deep Learning. Mais face a des résultats peu probants, nous
avons secondairement envisagé 1’utilisation de mode¢les statistiques. En effet, l'utilisation de
modeles de ML en médecine est prometteuse, notamment en raison de leur capacité a calculer
une trés grande quantité de données pour faire des prédictions. Notre base de données présente
certaines limites (taille de la base, standardisation des images), et il n'existe actuellement aucune
base de données publique pour les Iésions orales 1% Pourtant, les résultats de notre étude
sont prometteurs car ils montrent une grande précision pour prédire les lésions cancéreuses
(précision de 0,90) et une bonne précision globale de 0,84 pour cing des autres Iésions les plus
fréquentes de la muqueuse orale (lichen plan, leucoplasie, maladies bulleuses, ulcérations
aphtoides, hypertrophie gingivale). D'autres études avec des bases de données beaucoup plus
importantes devraient &tre menées pour valider la précision de notre modéle. Cette alternative
ne permet pourtant pas de se passer de la description de la Iésion par un utilisateur et s’adresse
donc a des praticiens ayant des connaissances minimales. Ainsi, 1’optimisation de modéles
d'apprentissage profond pourrait étre particulierement intéressante et devrait étre étudiée pour

prédire directement a partir de I'image de la Iésion.

Des outils basés sur de tels algorithmes créent de nouvelles opportunités de démocratisation et
d'amélioration des soins aux patients. En prenant une photo avec l'appareil photo de leur
smartphone!?. Nous avons donc dans la suite de cette thése transposé les recherches
précédentes dans une applications mobile de sant¢ d’aide au diagnostic des 1ésions de la

mugqueuse orale.
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Deuxiéme partie : Développement d’un outil basé sur Uintelligence

artificielle (1A) destiné aux professionnels de sante, ORAMEDALI.

I- Introduction

Depuis peu, les algorithmes d’IA ont été mis en ceuvre dans des applications de santé mobiles
grand public. On dénombre a ce jour, de trés nombreuses applications de santé mobiles
(mHealth) : Soins infirmiers et assistance virtuelle *1%° médecine de précision!®1l,
amélioration du traitement des maladies, amélioration de la réduction des erreurs de diagnostic
aide a la décision!®, analyse des données des patients®>%°, robotique médicale!?°, assistance au
flux de travail administratif, amélioration de I'efficacité opérationnelle et de la rentabilité'? ou
bien encore I'amélioration de la recherche biomédicale®®??, Certaines applications permettent

aux utilisateurs de recevoir instantanément une évaluation du risque d’une lésion cutanée.

Nous nous sommes intéressés aux applications destinées a 1’aide au diagnostic et notamment
dans le domaine de la dermatologie générale qui reste notre référence. Les applications mobiles
peuvent faciliter la détection des cancers de la peau, car la population générale peut dépister
une lésion cutanée n'importe ou et a n'importe quel moment. En outre, un outil de diagnostic
facile et rapide peut permettre de détecter des cancers de la peau tels que le mélanome a un
stade plus précoce et avec un meilleur pronostic'?. Ces applications semblent étre relativement
bien percues par la population®®*. Plusieurs auteurs'?®125126 ont défini des barriéres et des

¢léments facilitateurs concernant 1’utilisation de telles applications.
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Figure V-l: Barriéres et éléments facilitateurs liés a 1’utilisation d’application mobile

diagnostique.

Eléments liés a l'utilisation des applications mobiles a visée
diagnostique

Manque de connaissance des applications efficace,

Absence d'une source fiable pour accéder aux applications efficaces,
Mangque de connaissances numeériques des patients,

Mangque d'accés aux appareils mobiles,

Manque d'intérét des patients,

Manque d'incitations pour la pratique,

Manque de compréhension des avantages,

Préférence pour un médecin humain plutét qu'un algorithme,
préoccupations en matiére de protection de la vie privée,

Colits associés a l'utilisation

Valeur pergue des applications mobiles pour le dépistage,
Identité transparente et digne de confiance du développeur de I'application,

Approbation par les prestataires de santé (médecins généralistes, spécialistes) et les organismes de réglementation
gouvernementaux,

Facilité d'utilisation,

Cout d'utilisation faible ou nul

Il nous a semblé ainsi important de pouvoir imaginer le développement d’une application
mobile destinée au diagnostic des Iésions de la muqueuse orale. En réutilisant les travaux

précédents et notre base de données une version « béta » a été mise au point.

Toutefois et préalablement a ce développement, nous nous sommes questionnés quant a

I’acceptation de I’TA en santé. Il s’agit d’un défi majeur conditionnant 1’outil en lui-méme.
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II-  Acceptations de I’Intelligence Artificielle et Défis relatifs

Dans le contexte plus général de la technologie, I'acceptation est définie comme la volontg,
I'intention et la motivation interne d'utiliser une technologie en raison d'attitudes positives a
I'égard de la technologie ou du systéme!?’. Cette notion d’acceptation est différente de la notion

d’acceptabilité qui fait, elle, référence a la compréhensibilité ou la transparence.

L'acceptation de la technologie par I'utilisateur est fondamentale pour I'adoption reussie des
dispositifs'?®. L'l A pouvant profiter & de nombreuses personnes, les utilisateurs doivent accepter
cette technologie pour I'adopter et l'utiliser de maniere adéquate. Une faible acceptation peut
diminuer l'adoption de I'lA par les utilisateurs, entrainant une désaffectation des ressources, un
exces de dispositifs d'lA et un déclin potentiel de I'innovation technologique au détriment des
consommateurs. Plusieurs modeles ont été développés pour évaluer I'acceptation de I'lA par les
utilisateurs, notamment le modéle d'acceptation de la technologie (TAM?), la théorie unifiée
de l'acceptation et de I'utilisation de la technologie (UTAUT%) et, plus récemment, le modéle

d'acceptation de l'utilisation de I'appareil d'lA (AIDUA 30131 )

Le modéle TAM (Technology acceptance model) postule que des variables externes, telles que
les médias et les références sociales, influencent I'utilité percue et la facilité d'utilisation percue,
qui contribuent a l'intention d'utiliser la technologie et donc, a I'utilisation effective du systéeme.
L’utilité pergue est souvent la notion la plus importante dans I’acceptation de la technologie.
Le modéle TAM est également souvent complété par des variables supplémentaires, telles que
la confiance et la connaissance, afin d'améliorer son pouvoir prédictif. Ainsi, une évolution est
le modéle TRAM (Technology Readiness and Acceptance Model) qui integre la notion de
préparation a la technologie dans le domaine de [l'adoption d'innovations par les

consommateurs*3?,
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A défaut d’utilité percue, la confiance dans I'lA et dans le fournisseur de technologie est un

facteur déterminant de son acceptation®33,

La méthodologie UTAU est définie comme [’Unified Theory of Acceptance of Use of
Technology. Elle permet d’évaluer ’adoption d’une nouvelle technologie'®®. L'UTAUT
identifie quatre facteurs clés (performance espérée, effort attendu, influence sociale et
conditions facilitantes) et quatre modeérateurs (&ge, sexe, expérience et volontariat) liés a la
prédiction de I'intention comportementale d'utiliser une technologie et de I'utilisation réelle de
la technologie. Cette théorie a été adaptée aux systémes utilisant I'TA'®*, car certains points y

sont specifiques.

Certains modeles d’IA sous-jacents sont souvent considérés comme une « boite noire ».
L'utilisateur n'a que peu ou pas de visibilité sur I'algorithme ou le processus sous-jacent de prise
de décision®®. Il est peu probable que les utilisateurs acceptent toujours cette situation, surtout
s'ils doivent rendre compte des conséquences. Outre les doutes des cliniciens, le manque de
confiance des patients a I'égard des technologies basées sur I'lA entrave également le
développement. S'ils acceptent la réalité des erreurs humaines, ils ne tolérent guére les erreurs
des machines!®. Afin de pallier cette problématique, certains algorithmes spécifiques ont été
développés pour tenter d’expliquer les prises de décisions (ex : SHapley Additive exPlanations
(SHAP)E). Les approches permettant d'ouvrir la « boite noire » peuvent étre différenciées en
deux catégories : agnostiques et spécifiques a un modele. L'analyse de sensibilité et les modéles
locaux interprétables sont des exemples d’analyses spécifiques a un modéle. Dans les deux cas,
il s'agit de modifier les données d'entrée et d'observer les effets qui en résultent, ce qui permet
de mieux comprendre la pertinence des caractéristiques. L’amélioration de l'interprétabilité des
algorithmes d’IA est une étape cruciale dans I'adoption de I'|A en médecine!®. En effet,

I’explicabilité des modeéles peut permettre d’anticiper une erreur diagnostique et y pallier le cas
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échéant. Trés récemment Lambert & al *ont étudié ’acceptation de I'TA en santé dans le

monde hospitalier en se basant sur la méthodologie UTAU*?,

Selon Gursoy et al*®® les modéles traditionnels d'acceptation des technologies (TAM et
UTAUT) ne devraient étre utilisés que pour étudier les technologies non intelligentes, car leurs
prédicteurs ne sont pas pertinents pour I'utilisation de I'lA. Ils ont donc développé un nouveau
modele : Al Device Use Acceptance (AIDUA). L’évaluation repose sur l'expérience des
utilisateurs en trois étapes (c'est-a-dire I'évaluation primaire, I'évaluation secondaire et I'étape
des résultats). Au stade de I'évaluation primaire, les consommateurs évaluent I'importance de
I'utilisation de l'appareil d'lA en fonction de I'influence sociale, de la motivation hédonique
(plaisir percu) et de I'anthropomorphisme (qualités humaines que le dispositif peut reproduire).
Sur la base de cette évaluation, les consommateurs détermineront ensuite les avantages et les
codts du dispositif d'l A en fonction de son espérance de performance pergue et de son espérance
d'effort, ce qui entrainera le développement d'une émotion a I'égard de I'lA. Ces évaluations
aboutissent a I'étape du résultat qui traduit la volonté des utilisateurs d'accepter la technologie
ou de s'y opposer. A ce jour, aucune publication n’a utilisé ce modéle afin d’évaluer

I’acceptation des outils d’IA dans le domaine de la santé.

Quel gue soit le modele d’acceptation, il ressort le fait que pour étre accepté dans une utilisation
en pratique courante, les performances de I’outil d’IA ont un rdéle important a jouer. En effet,
tant pour les patients que les praticiens ces performances doivent étre satisfaisantes. Les
algorithmes sont aujourd’hui de plus en plus performants. En dermatologie, nombreuses sont
les études comparant I’IA et les praticiens dans des tdches diagnostiques qui montrent des
résultats de classification diagnostigue comparables entre I'lA et des experts humains.

Cependant, plusieurs algorithmes souffrent d'une faible généralisation en raison des
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performances variables des modeles lorsqu'ils sont testés en dehors de ses conditions
d’entrainement*1%°, Plus récemment encore, certains auteurs ont montré les limites de certains
algorithmes de DL avec une diminution des performances des lors que 1’on modifie certains
paramétres d’images (rotation/translation, balance de couleur)!*!. Cela conduit a des cas d'lA
défectueuse, ce qui peut avoir un impact néfaste sur la confiance et la promesse que les
chercheurs et les cliniciens ont envers I'lA dans le domaine de la dermatologie. Bien que les
systemes de classification basés sur I'lA ne puissent pas remplacer les experts humains, ils
peuvent cooperer avec des experts et leur donner les moyens de faire des diagnostics cutanes
précis’®42, Hekler et al., en 20197° ont formé un modéle CNN en utilisant plus de 11 000 images
dermoscopiques pour effectuer une classification multi classe de cing affections cutanées et ont
constaté que la précision moyenne combinée de I'lA et de I'humain était de 83 %, soit 1,4 % de

plus que I'lA seule et 40 % de plus que les experts seuls.

Certains facteurs tels que le sexe, 1’age, 1’expérience des utilisateurs sont considérés comme
essentiels dans I’acceptation d’une nouvelle technologie. Mais qu’en est-il concernant
I’utilisation de I’TA en santé ? Une étude récente!®, a exploré 1’acceptation de I’IA durant la
crise du coronavirus par les patients et concluent que la sensibilisation a la santé, les besoins
d'empathie et les facteurs sociodémographiques des patients décrits dans le modéle TRAM, tels
que l'age, le sexe et le niveau d'éducation, ne sont pas des facteurs prédictifs significatifs de la

volonté d'utiliser la technologie basee sur I'lA.

Du point de vue des cliniciens, le genre ne semble pas non plus avoir un impact sur

’acceptation'*146. Concernant 1’dge, il apparait pour certains auteurs'¥’

que les jeunes
praticiens accepteraient plus facilement de nouveaux outils tandis que pour d’autres auteurs,
144,146 1’age n’a pas d’influence. Enfin, concernant I’expérience des praticiens, ici encore, les

résultats différent d’une étude a une autre 2414°,

66



L’acceptation de I’IA par les professionnels de santé mais plus largement par les gouvernements

impose le respect de considérations éthiques afin de protéger les patients et respecter leurs

148

droits**®. Or, Les algorithmes ne sont pas neutres d'un point de vue éthique'*°. Mittelstadt &

al**® ont défini en 2016, six problématiques clés liées a 1’utilisation des algorithmes. La

commission des droits de I’Homme et de la biomédecine du Conseil Européen a repris ces

problématiques en les liant aux problémes éthiques pouvant étre soulevés (Figure V1-1)*,

Figure VI-I : Problématiques soulevées par I'IA et défis éthiques associés!®1152
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I’TA fait donc face a de nombreux challenges 1“8 éthiques, tel que : la protection des données,
le consentement éclairé, les disparités sociales ou bien encore la relation d’empathie liée a la
consultation. La prise en compte de ces défis ou tout du moins leur connaissance a constitué un

socle pour le développement de notre outil d’aide au diagnostic
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I11- Développement de I’outil

Interface web et dossier patient
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Figure V-11 : Architecture de I’application ORAMEDALI (A) Objectif - (B) Finalisée
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C’est avec 1’aide de I’Ecole Polytechnique de Montréal que cet outil nommé ORAMEDAI a

été développé.

ORAMED.AI est une application mobile de santé ayant pour objectif principal 1’aide au
diagnostic en pathologie de la muqueuse orale. Elle n’est pas destinée au patient directement
mais a des professionnels de santé non spécialistes en la matiére (pharmaciens, medecins
généralistes, dentistes omnipraticiens). Ce public ciblé nous a semblé indispensable car ayant
des connaissances minima pour pouvoir répondre a certains volets de I’application et afin de

pouvoir garder un certain contrdle sur les données enregistrées et diagnostics obtenus.

Notre application est donc composée d’une interface internet et d’une interface mobile pour
smartphone. Ainsi les données ne sont enregistrées que sur le serveur, les smartphones ne
servant que d’outil afin de prendre les photographies des Iésions a diagnostiquer. La plateforme
internet permet quant a elle de recueillir les données socio-démographiques et éléments
sémiologiques en lien avec I’affection a diagnostiquer. ORAMED Al est un outil qui n’a pas
vocation a donner un diagnostic de certitude mais plus raisonnablement a orienter les praticiens
et éventuellement favoriser 1’adressage des patients de fagon non urgente, semi-urgente ou

urgente vers les spécialistes adéquats.

Parallelement a cet objectif d’aide au diagnostic, il existe un objectif secondaire qui est la
constitution d’une base de données conséquente en vue de I’amélioration permanente des
performances des mod¢les d’TA utilisés mais pouvant également servir de support en termes

d’évaluation des besoins de santé public.

Enfin, un troisieme volet de cette application non developpé a ce jour aurait pour vocation
I’éducation thérapeutique en fournissant des fiches cliniques et guides thérapeutiques a destinée

du grand publique.
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A- ORAMEDAI - Interface WEB

- Description du site internet

L’interface internet est destinée a compiler et gérer les dossiers patients. En effet, chaque
prediction diagnostique doit étre rattachée a un dossier patient. Ce dossier patient est créé a
partir de I’interface internet, il contient des informations socio-démographiques et médicales,
telles qu’utilisées dans notre modele de ML précédemment décrit. Le recueil de ces données
est essentiel pour augmenter notre base de données et pouvoir optimiser ’algorithme. Par
ailleurs, il n’est accessible qu’a des professionnels de santé qui doivent s’inscrire via leur

numéro RPPS.

- Ouitils utilisés et environnement

Le site web https://oramedai.com est construit a l'aide du framework Next.js

- Structure du projet

Tout le code de développement est localisé dans le dossier source. On distingue :

actions : contient toutes les actions pour mettre a jour le contenu du stockage de session

de l'utilisateur en utilisant little-state-machine.

assets : contient les images utilisées pour ce fichier README et le tutoriel utilisateur.

components : contient plusieurs composants d'interface utilisateur avec leurs styles qui

sont utilisés dans le code.

functions : contient plusieurs fonctions réutilisables qui peuvent étre importées et

réutilisées dans le code.
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helpers : contient des classes utiles au fonctionnement du site internet et au cryptage des

données de stockage de la session qui peuvent étre importées et réutilisées dans tout le code.

interfaces : contient les définitions des objets qui sont envoyés et recus du serveur.

pages : Comme Nextjs utilise ce dossier pour effectuer le routage au lieu d'utiliser react-

router,

services : contient les définitions des classes qui font des requétes API (interfaces de

programmation d'applications) au serveur en utilisant Axios.

styles : contient les feuilles de style pour tous les composants a l'intérieur de /pages.

- Déploiement

L'application est déployée sur Amazon Web Services (AWS) a l'aide d’Amplify. Amplify qui
synchronise automatiquement ce Git avec le nom de domaine oramedai.com. Le processus de
construction et de déploiement de I'application est géré par Amplify et aucune maintenance

manuelle n'est nécessaire.
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Créer un dossier

Dossiers

TestPowDemo Video
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(© ADLOAI  Dowes Ststques  Racherche de spécislsies

Créer un dossier
Indiquer tous les médicaments que vous prenez en o moment:

Avez-vous une ou plusieurs tumeurs?
O

Avez-vous des démengeaisons
o

Avez-vous des altérations de votre état général? (perte de poids rapide, etc.)
o

Avez-vous des douleurs?
o

Avez-vous des gonflements?
Orisn

i

Dassier de VideoDemoTest2893 FCD-Toulouse

Entrez ce code sur votre appareil
mobile
( cTz0Y8xRQ |
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Figure V-1V : Interface ORAMED.AI, Différentes pages internet liées a la création d’un

nouveau dossier patient. (A) EIéments socio-démographiques, (B) Recueil des traitements

médicamenteux et antécédents médicaux, (C), Symptdmes et éléments cliniques en rapport avec

la Iésion a diagnostiquer, (D) Récapitulatif des dossiers en cours, (E) Synthese du dossier

ouvert, (F) Lien permettant d’ajouter la photographie de la Iésion a partir d’un smartphone

(importation ou prise de photo).
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B- ORAMD.AI — Développement de I’application mobile

- Description de I'application

L’intérét de I’application est de pouvoir prendre une photo de la Iésion directement a partir de
son smartphone ou bien d’importer une image déja présente sur son smartphone afin de

I’envoyer vers la plateforme internet et I’algorithme de DL.

- Ouitils utilisés et environnement

L'application mobile multiplateforme d’ORAMED.AI est construite a I'aide de React Native et
Typescript. L'environnement de développement repose sur un éditeur de code tel que Visual
Studio Code, NodeJs installé, Android Studio pour le développement Android, et Xcode pour

le développement iOS (uniquement disponible sur macOS).

- Structure du projet

Tout le code de développement est localisé dans le dossier source. On distingue :

components : 1l s'agit des multiples composants réutilisables de l'interface utilisateur,

tels que les boutons, qui sont utilisés dans I'ensemble du code.

hooks : Il s'agit des crochets avec état utilisés dans I'application.

navigation : il s’agit de tous les composants utilisés pour la navigation React Native.

screens : Voici les composants les plus importants. Tous les écrans de l'application

mobile se trouvent dans ce dossier.
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styles: Ce dossier contient toutes les conventions de style utilisées dans I'application,
telles que les boutons, les couleurs, les formulaires, l'index, les contours, la taille et la

typographie.

- Publication de I'application

Publier I'application sur I'App Store et le Google Play Store est une tache délicate. L’application
est actuellement déployée sur le Google Play Store. Concernant 1’application 10s,, cette
derniere n’a pu étre testée qu’en version béta. Son déploiement n’étant pas possible avec un

compte de particulier car les données traitées sont considérées comme sensibles par Apple.

Google Play Store — Android

La version 1.0.0 de cette application mobile a été entierement réalisée a partir des données de
la base de données du CHU de Toulouse en collaboration avec un étudiant en master de I’équipe

Polytechnique de Montréal et la faculté de Santé de 1’université Paul Sabatier de Toulouse.

(3

Veuillez entrer le code du patient

Figure V-V : Application ORAMED.AI (version Android)
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Cette application est concue de facon intuitive afin de généraliser son accessibilité. Elle est
constituée d’un écran d’accueil (Figure V-Va). Dans un second temps, le numéro du dossier
patient préalablement créé sur le site internet est demandé (Figure V-Vs) afin d’associer
I’image et le diagnostic au dossier clinique du patient. Ceci permet de ne stocker aucune donnée
sensible sur le smartphone du praticien. Une fois le dossier correspondant chargé, il est possible
de prendre une photo directement depuis son smartphone ou bien d’importer une photo déja
réalisée. A ce stade il est possible d’éditer la photo (Zoom, Longueur, centrage) (Figure V-Vc).
Enfin, une fois la photographie validée I’image est traitée en ligne par 1’algorithme d’IA et une

probabilité diagnostique est donnée au praticien (Figure V-Vp).
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C- ORAMED.AI — Utilisation du serveur

- Description

Le serveur coordonne les communications entre les clients (internet, mobile) et le reste des
composants sur AWS tels que la base de données et I’ API permettant la prédiction des classes
d'images. Les interfaces APl fournissent essentiellement un moyen de communication
normalisé entre deux applications logicielles qui ne sont pas nécessairement du méme type.
Une API permet la communication entre une page internet ou une application et une application

d'lA.

- Ouitils et Environnement

Il s'agit d'un serveur NodeJS basé sur le framework express

- Déploiement

Le serveur est déployé sur le nuage AWS sur une machine EC2, cette machine est liée au nom

de domaine oramedai.com pour permettre des connexions sécurisées HTTPS.

- Connexion a la machine

La machine est liée a un Git, dans le cas ou des changements sont effectués sur le serveur, ou
que des mises a jour sont nécessaires voir a des fins de maintenance. Une connexion a la

machine via SSH en utilisant une clé privée est possible.
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D- ORAMED.AI - Développement du DL

- Description

L'objectif du modele est de classer les images de Iésions orales dans la catégorie de diagnostic

appropriée.

Afin d'éliminer autant de bruit que possible et d'augmenter les performances, nous avons
entrainé nos modeles sur des images recadrées des Iésions orales. C'est-a-dire que les images
de Iésions orales ont été recadrées de maniére a ne conserver que la partie de I'image qui contient

la lésion.

- Ouitils utilisés et environnements

o Google colab

Google colab permet & quiconque d'écrire et d'exécuter du code python ® via le navigateur. 11

est particulierement adapté a I'apprentissage automatique en raison de sa facilité d'utilisation et
des ressources qu'il fournit. Google colab met a la disposition de ses utilisateurs des ressources
en processeur, en mémoire vive et méme en GPU qui peuvent étre utilisées pour le
développement. Pour ce projet, nous avons utilisé le service d'abonnement Google colab pro

afin d'accéder a du mateériel plus puissant (notamment de meilleurs gpus).
o Wandb

Lorsque I'on travaille avec plusieurs modeles simultanément, il devient rapidement évident
gu'un outil est nécessaire pour garder une trace des métriques et des configurations des
différents modéles développés. Nous avons choisi d'utiliser « Weights and Biases » en raison

de sa popularité et de sa facilité d'utilisation.
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o Tensorflow ®

Tensorflow ® est une bibliothéque populaire d'apprentissage automatique en python ® qui

facilite le développement de modeles d'apprentissage automatique.
- Worflow

Vous trouverez ci-dessous une vue d'ensemble du processus de développement de DL utilisé

pour ce projet :
o Nettoyage de la base de données :

Une étape préliminaire tres importante est le nettoyage des données. Dans notre cas, puisque
nous travaillons avec des données d'images, nous avons parcouru manuellement la base de
données et supprimé les images jugées inappropriées (images floues, mal cadrées, non

pertinentes, etc.).
o Fractionnement de I'ensemble de données

Dans le cadre du développement de I'apprentissage automatique, il est courant de diviser
I'ensemble de données en trois catégories distinctes : formation, validation et test. L'ensemble
d'entrainement est utilisé (comme son nom l'indique) pour entrainer le modele. L'ensemble de
validation sert de référence pour sélectionner les meilleurs hyperparamétres du modéle et/ou
les meilleures architectures de modeéle. L'ensemble de validation est nécessaire pour éviter un
surajustement de I'ensemble de test. Enfin, I'ensemble de test est généralement utilisé comme
référence finale. Dans notre cas, en raison du manque de données, nous avons opté pour une
validation croisée 5 fois au lieu d'un ensemble de validation afin d'obtenir une évaluation plus

"robuste" des performances du modeéle pour une configuration donnée.
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o Augmentation des données

Lorsqu'il s'agit d'un petit ensemble de données, I'augmentation des données est une technique
utilisée pour "augmenter" artificiellement la taille de I'ensemble d'apprentissage.
Essentiellement, des transformations telles que la rotation ou le retournement sont appliquées
aux images de I'ensemble d'apprentissage afin de les modifier Iégérement. L'apprentissage par
transfert est un outil puissant utilisé en vision artificielle pour obtenir des performances
élevées sans nécessairement avoir accés a une grande quantité de données ou de ressources
informatiques. Essentiellement, I'apprentissage par transfert exploite les “connaissances" de
modeles d'apprentissage automatique puissants et de grande taille et les utilise comme point
de départ pour une tache différente.

(https://www.tensorflow.org/tutorials/images/transfer learning?hl=fr)
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IV-  Conclusion

L'utilisation d'applications mobiles de santé a récemment augmenté considérablement pour
fournir des soins de santé indépendants en temps et en lieu. Entre 2014 et 2017, 235 nouvelles
applications dans le domaine de la dermatologie ont été enregistrées, ce qui représente une
croissance de 80,8 %'°3. Outre leur fonction principale d'information ou de sensibilisation sur
le mélanome, la prévention et les stratégies d'autosurveillance de la peau, les applications
offrent de plus en plus de possibilités de diagnostic et de suivi des lésions cutanées
pigmentées'®. Jahn & al®™® ont monté en 2022 une sur-détection de mélanome par une
application smartphone contrairement au diagnostic fait par un dermatologue ou celui fait par
I’IA sur des images dermoscopiques. Cela souligne 1’intérét que peut avoir une telle application

pour sensibiliser les patients. Toutefois le diagnostic par un spécialiste reste de rigueur.

Dans le domaine de la dermatologie orale, cette version «béta » constitue une preuve de
concept, en effet elle nous a permis de valider une architecture d’application compatible avec
son utilisation a I’échelle d’un service hospitalier. Toutefois, des optimisations sont a envisager
avant une éventuelle généralisation. En effet, les probabilités diagnostiques reposent sur un
algorithme de DL qui, comme nous 1’avons montré dans notre premicre partie s’avere peu
performant. Ainsi, une alternative pourrait étre de le combiner avec notre second algorithme de
ML. Notons également que seuls 6 diagnostics ont été définis a ce jour, or les pathologies de la
mugqueuse orale sont des affections nombreuses. Il s’agira donc de prendre en compte bien

d’autres diagnostics pour en faire une application plus compléte.

D’autre part, cette application peut permettre également de recueillir un grand nombre de photos
et de données socio-démographiques associées. En effet, cela est un point important pour étoffer

notre base de données et donc entrainer et améliorer perpétuellement les algorithmes.
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Dans notre spécialité, la dermatologie orale, alors que les données sont plus limitées (faible
nombre mais aussi images peu standardisées) la comparaison des performances de prédiction
de I’IA versus des spécialistes semble étre comparable®®®15"9, Bien que le diagnostic direct
soit un objectif final de I'lA, I'étape consistant a s'assurer que l'utilisateur confirme une Iésion
primaire correctement identifiée présente deux avantages distincts : Un contrdle de leur qualité
et I’éducation simultanée du non-spécialiste & 1’examen clinique. Ces avantages sont
synonymes de transparence pour les patients et garantissent que la décision clinique finale

revient & un médecin et non a un modeélel®e,
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Discussion et Perspectives

Discussion

Nous avons au cours de cette these adapté différents algorithmes a notre domaine spécifique
qu’est la muqueuse orale pour enfin envisager leur intégration dans une application mobile de

santé.

Nous devons tenir compte du fait qu'un pourcentage €levé de patients n'aura pas acces a des
soins spécialisés, ce qui peut entrainer une évolution défavorable de la maladie!®. De
nombreuses études ont mis en évidence I'utilité de la télédermatologie ainsi que des applications
automatisées pour smartphone!®. Dans une étude récente, les patients ont été invités a utiliser
une application téléphonique pour envoyer des photos de leurs lésions cutanées suspectes.
Environ 70 % des participants ont déclaré qu'ils n‘auraient pas consulté un dermatologue sans
le programme, ce qui indique que la télédermatologie pourrait contribuer a sensibiliser les

patientst®?,

Dans notre premiere partie, nous sommes basés sur les modeles d’TA classiquement utilisés en
dermatologie cutanée. Les modeles d'apprentissage automatique sont de plus en plus appliqués
a la dermatologie en tant qu'outil d'aide a la décision diagnostique utilisant I'analyse d'images,
en particulier pour la détection du cancer de la peau et la classification des maladies. Dans
certains cas, les performances sont comparables a celles des médecins spécialistes. Dans leur
revue systématique, Ping Choi & al*®? ont fourni une évaluation compléte des études d'analyse
d'images DL sur les maladies de la peau (I'acné, le psoriasis, I'eczéma, la rosacée, le vitiligo et
l'urticaire). La précision diagnostique rapportée des algorithmes de DL est globalement
encourageante pour les maladies inflammatoires courantes de la peau, contrairement aux

infections cutanées, pour lesquelles la précision diagnostique des algorithmes de DL
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validés/testés en externe est généralement faible. Bien que les algorithmes de diagnostic de DL
soient pour la plupart spécifiques, leur sensibilité varie. Elle est notamment plus faible dans les
études moins nombreuses, mais plus robustes, qui ont procédées a une validation ou a un test
externe. Les algorithmes d'apprentissage profond avaient une spécificité élevée et une
sensibilité variable pour diagnostiquer ces maladies. La précision des algorithmes dans le
diagnostic est respectivement de 94%, 94%, 93% et 89% pour 1’acné, la rosacée, 1'eczéma et le
psoriasis. Concernant le versant le plus étudié en dermatologie, la détection des cancers cutanés,
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une récente meta analyse** retrouve une sensibilité, une spécificité et une aire sous la courbe

respectivement de 0,78, 0,98 et 0,97.

Nous avons appliqué a notre recherche des méthodologies similaires et pourtant n’avons pas
obtenus les résultats espérés. Nous avons fait face a la complexité d’entrainement des réseaux
profonds. Ceci est a mon sens, essentiellement lié & notre base de données qui est limitée en
termes de quantité d’images mais également peu homogéne dans la distribution des différents
diagnostics. La taille de la base de données utilisée pour former et évaluer un modéle d'lA peut
avoir un impact significatif sur ses performances et sa généralisation. Les modeles d'lA formés
sur de petits ensembles de données peuvent ne pas étre aussi performants lorsqu'ils sont
appliqués a de nouvelles données, ce qui limite leur utilité dans les environnements cliniques
du monde réel. En outre, la qualité, la disponibilité et la cohérence des données utilisées dans
ces études posent des problémes importants. En effet, il n’existe pas a ce jour de banque
d’images cliniques de lésions orales accessibles pour I’entrainement. Pour autant ces bases de
données commencent a se développer dans le domaine concernant la muqueuse orale et 1’on
commence a retrouver des banques d’images histopathologiques, permettant des taux de
détection de cancers excellents.’®* Les défis ne sont cependant pas tout & fait les mémes avec

des images cliniques car il existe une grande hétérogénéite des atteintes tant entre les lésions

elles-mémes que pour une méme entité clinique. La littérature concernant I’TA et la pathologie
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orale s’intéresse aussi principalement aux cancers de la cavité orale et ne considere que trés peu
les autres affections muqueuses'®®. Ceci s’expliquant trés certainement par le risque vital de
telles affections. Une des principales différences avec la dermatologie cutanée repose sur la
qualité des images qui est bien meilleure et inclue une certaine standardisation. La dermoscopie
est une technique d'imagerie non invasive qui utilise la lumiére polarisée et non polarisée pour
améliorer la sensibilité et la spécificité du diagnostic du cancer de la peau®®®. De plus, la plupart
des dermatoscopes disponibles dans le commerce ont un grossissement standardisé de 10x, tout
en préservant les identifiants des patients, ce qui en fait un cas test idéal pour I'apprentissage de
I'intelligence artificielle. En conséquence, une grande partie de la recherche en IA s'est

concentrée sur les images dermoscopiques pour la détection précoce du cancer de la peau®®’.

Et pourtant, malgres cela, il existe de nombreux facteurs de confusion entrainant des mauvaises
classifications par les algorithmes, tels que les bulles d'air, les poils, les maladies cutanées de
fond, la peau endommagée par le soleil et les sites anatomiques particuliers qui ne peuvent pas
&tre éliminés par les humains®®. Enfin et de la méme fagon que pour la muqueuse orale, les
Iésions bénignes d'apparence banale sont le plus souvent sous-représentées ou absentes des
ensembles d'entrainement des études, ce qui cause une sous-performance des algorithmes®®®.
L'inclusion de lésions bénignes typiques évite le biais de Vérification et élimine donc ces

limitations, comme le montre une étude de Tschandl et al 7.

Face aux difficultés de diagnostic directement a partir de 1’image, la suite de notre travail a
donc été de détourner la problématique. Pour cela nous avons considéré non plus les images en
elles-mémes mais leurs caractéristiques sémiologiques en y associant également certaines
données socio-démographiques. En effet, a ce jour et dans notre domaine d’intérét, les
technologies d’IA ont été principalement appliquées pour différencier les conditions normales,

précancéreuses et malignes, prédire la probabilité d'incidence du cancer de la bouche!’, le
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pronostic, la détection précoce des lésions précancéreuses et cancereuses, prédire le risque de
récidive, prédire la possibilité de développement de la maladie a partir d'une lésion maligne

potentielle, et prédire la survie des patients’?.

Ces nouvelles données ont permis une prédiction via des modeles de ML statistiques qui se sont
avérés bien plus performants. Toutefois alors que cette approche est entiérement satisfaisante
elle implique I’intervention de I’Homme et des connaissances socles en matiére de description
de lésions dermatologiques. Ceci n’est en réalité pas un frein et permet de garder un contrdle
accru sur la prédiction. Pour autant, la prédiction directement a partir de 1’image est tout
particulierement intéressante du fait du manque de professionnels de santé capables d’apporter
ces connaissances de bases. Les recherches futures pourraient porter sur le développement
d'algorithmes plus sophistiqués pour l'interprétation des images, ainsi que sur I'amélioration des
techniques d'acquisition et de traitement des images afin de garantir des données d'entrée de
haute qualité pour les systemes d'intelligence artificielle. Par ailleurs, les systemes d'lA
fonctionnent souvent comme des "boites noires”, de sorte qu'il est difficile pour les cliniciens
de comprendre comment ils parviennent a un résultat particulier. Cela peut étre problématique
dans un contexte clinique ou il est crucial de comprendre le raisonnement qui sous-tend un
diagnostic ou un pronostic. Des efforts devraient étre faits pour développer des modéles d'l1A
interprétables, ou au moins pour fournir une certaine forme d'information sur la prise de
décision. Si un systeme d'lA commet une erreur entrainant un préjudice, la responsabilité n'est
pas clairement établie : le clinicien, les développeurs du systeme d'lA ou l'institution qui I'a mis
en ceuvre. Des lignes directrices et des réglementations claires sont nécessaires pour résoudre

ces problemes.
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Une fois un modele optimisé afin d’obtenir des résultats satisfaisants en termes de sensibilité et
spécificité, celui-ci pourra étre inclus dans notre application mobile de santé. En effet, a ce stade
il s’agit plus d’une preuve de concept que d’une application préte au lancement sur le marché
du soin. A ce jour, cette application constitue un socle pour 1’aide au diagnostic d’une part mais
également pour le recueil de données cliniques et sémiologiques d’autre part. Ce dernier point

¢tant indispensable a 1I’optimisation de futurs algorithmes.

L'intégration d'algorithmes CNN dans les applications pour smartphones permettra de disposer
d'un systéeme automatisé et fiable qui classera les lésions du patient et fournira des instructions
en conséquence. La télédermatologie orale est donc susceptible de contribuer a I'amélioration
du dépistage et a la sensibilisation des patients, ainsi qu'a la réduction de la charge de travail

des dermatologues et a I'octroi de I'attention nécessaire aux patients a haut risque.
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Perspectives

Concernant I’amélioration des performances de prédiction, deux voies de recherches sont a
développer : La constitution d’une base de données mutualisées et standardisées ainsi que

I’application a notre problématique de muqueuse orale d’approches algorithmiques différentes.

Une des principales limites de ce travail est en lien avec le manque de données disponibles. Il
n’existe en effet aucune banque d’images de Iésions orales comparables aux données
disponibles en dermatologie cutanée. La constitution d’une base de données spécifique a notre
problématique pourrait étre une solution a I’entrainement des algorithmes classiquement
utilisés en dermatologie. Un élément essentiel pour garantir la sécurité algorithmique est de
garantir que les ensembles de données soient suffisamment diversifiés et représentatifs de la

population a laquelle ils sont destinés®’.

Ainsi il s’agira de développer un outil permettant :

- un stockage de nombreuses images

- I’association avec diagnostic validé histologiquement,

- une annotation standardisée de I’image,

-le recueil de données socio-démographiques.

Afin d’éviter les biais 1iés a la constitution d’une base de données, il existe un besoin de
transparence dans la préparation des ensembles de données, notamment en ce qui concerne les
personnes inclues ou exclues, le traitement des données manquantes et la maniére dont les
données sont étiquetées!’®. L'importance de la collecte d'informations sur les données socio-

démographiques ne réside pas nécessairement dans le fait qu'elles soient intégrées en tant que
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variables d'entrée ou prédicteurs dans les modeles, mais surtout dans le fait qu'elles soient
collectées pour verifier les performances des modeles au sein de sous-groupes désagregés, en
tant que méthode de découverte des biais!’™*’®, Par ailleurs une autre limitation repose sur la
collecte d'images de différentes résolutions issues de smartphones ou divers appareils photos
numériques. Cette problématique sera difficile a solutionner. L'utilisation d'un protocole
standardisé pour une utilisation de qualité de I'imagerie est essentielle. Digital Imaging and
Communications in Medicine (DICOM) est la norme internationale pour I'imagerie médicale.
Elle définit les formats des images médicales qui peuvent étre echangeées avec les données et la
qualité nécessaires a l'utilisation clinique. Bien que I'utilisation de DICOM soit devenue la
méthode standard de traitement des images dans d'autres spécialités telles que la radiologie et
la cardiologie, des améliorations sont encore possibles en dermatologie. Les images sont
collectées par des méthodes non standardisées via des smartphones et des appareils photos sans
la capacité d'inclure du matériel supplémentaire. Des objets tels que des images
redimensionnées ou sous-échantillonnées, des images de segmentation et le résultat de la
classification des lésions par I'algorithme, ainsi que des métadonnées, peuvent étre joints a un

fichier DICOM*",

88



Aussi, la poursuite de ce travail pourrait étre I’utilisation d’un autre type de modéle d’IA : Le

cartesian genetic programming (CGP), décrit dans les années 2000 par Miller & al'’®,

Il s’agit d’une technique d'optimisation et de recherche automatique basée sur l'idée de
I'évolution darwinienne et utilisée pour résoudre des problémes complexes, notamment dans les
domaines de l'ingénierie, de I'informatique et de I'apprentissage automatique. Cortacero & al'’
ont tout récemment décrit son utilité¢ dans le traitement d’images biomédicales et mettent en
avant 1’intérét de nouvelles approches plus explicables dites « boites blanches » (« White
boxes »). Leur méthode nommée Kartesio est entrainable sur de petits ensembles de données,

transparente et interprétable par les humains, et capable d'intégrer les connaissances humaines.

Le CGP est une méthode de représentation, d'évolution et d'optimisation de programmes
informatiques sous forme de graphes acycliques dirigés dont voici les principales

caractéristiques :

Représentation sous forme de graphe : Les programmes sont représentés sous forme
de graphes, ou les nceuds du graphe représentent des opérations ou des fonctions, et les arétes
définissent les connexions entre ces nceuds. Cette représentation facilite la modularité et la

réutilisation des composants.

Evolution génétique : Le CGP utilise des techniques d'évolution génétique pour
optimiser les graphes représentant les programmes. Cela signifie qu'une population de graphes
est générée, évaluée en fonction de leurs performances dans la résolution du probléme donng,
puis soumise a des opérations d'évolution telles que la mutation et la recombinaison pour créer

de nouvelles générations de graphes.
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Flexibilité : Le CGP est flexible en termes de types de programmes qu'il peut
représenter. 1l peut étre utilisé pour évaluer des programmes simples ou complexes, y compris

des algorithmes, des fonctions mathématiques, des circuits électroniques, etc.

Optimisation automatique : L'objectif du CGP est généralement de trouver un
programme qui maximise ou minimise une fonction objective donnée. Cette fonction objective

est déterminée par le probléme spécifique que I'on souhaite résoudre.

Parameétres ajustables : Le CGP offre de nombreux parametres ajustables, tels que la
taille des graphes, les opérations de mutation, les opérations de recombinaison, etc. Ces

parametres peuvent étre adaptés au probléme particulier que I'on cherche a résoudre.

C'est une technique puissante pour explorer de vastes espaces de recherche et trouver des
solutions innovantes a des problemes complexes. L’apporche Kartésio ajoute au CGP un volet
de traitement d’image basésur la conception évolutive de pipelines assemblés a partir de filtres
préexistants congus par I'Homme. Ceci permet d’extraire des informations quantitatives des

images numeériques.

Face aux problématiques rencontrées lors de I’utilisation du DL dans notre travail et notamment
en lien avec le polymorphisme des lésions ou I’absence de standardisation, cette nouvelle
approche pourrait avoir un réel intérét. En effet, Kartezio nécessite un ensemble de données
d’apprentissage minimes par comparaison au DL tout en générant des pipelines d’une précision
comparable'’. Par ailleurs, cette méthode est explicable et rend le processus d'extraction
d'informations a partir d'images medicales transparent et interprétable afin de favoriser la

confiance, d'assurer le respect des normes éthiques professionnelles.

Concernant notre application de santé, il semble également important d’aborder 1’apport d’une

telle application dans I’éducation tant des professionnels de santé que des patients. Un module
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de recommandations et de conseils thérapeutiques et préventifs pourra étre ajouté afin de
participer aux efforts en matiere de santé publique. De nombreuses applications ont des
objectifs éducatifs et préventifs pour les patients'®. Masters & al*®! ont méme souligné I’ intérét
d’enseigner le développement de telles applications aux étudiants en santé afin de favoriser le
partage d’informations médicales de haute qualité. L’enseignement ne concerne pas que les
patients, et notre application pourrait au travers d’un cheminement en sens inverse constituer
une trés grande base de données de cas cliniques pour les étudiants en santé. Ainsi il est possible
d’imaginer un module d’autoformation qui consisterait en des « quizz diagnostiques ». Ces
derniers sont importants pour solliciter la démarche diagnostique mais également confronter les
étudiants a des pathologies parfois trés polymorphes mais aussi parfois rarement rencontrées

pendant leurs études médicales.

91



Conclusion

Pour finir et de fagon plus générale, tout au long de mon travail de these de nombreuses
interrogations se sont posees sur la place de I’'TA dans la société et dans le soin. L'lA et les
technologies connexes peuvent étre des auxiliaires trés utiles pour les professionnels de santé.
Elles ne doivent pas étre considérées comme un substitut au personnel médical, mais plus
comme des outils d’optimisation. L'lA surpasse I’Homme sur deux aspects importants :la
connectivite et la possibilité de mise a jour. En raison de sa nature transformatrice, le secteur
des soins de santé est particulierement concerné par le potentiel des applications de I'lA. Les
applications ont le potentiel de changer non seulement les processus de traitement et de

diagnostic, mais aussi les modes de vie des patients et des praticiens.

11 faut cependant garder a 1’esprit que ces technologies par leur bouleversement des pratiques
courantes peuvent également entrainer des problématiques éthiques majeures. En effet,
I’application de I’TA en santé pose des exigences plus élevées en raison de la réglementation et
de son impact éventuel. Jusqu'a présent, I'lA a été introduite dans le secteur médical dans le but
de proposer des solutions efficaces et axées sur la clinique tant pour les patients que les
professionnels de santé. Dans ce domaine, I'lA est développée pour aider les professionnels a
prendre des décisions, a établir des diagnostics, des pronostics et des traitements, et a se
soulager des taches physiquement exigeantes'®?. Les questions éthiques, l'absence de
normalisation et le manque de clarté en matiere de responsabilité juridique sont autant de défis
auxquels est confrontée la généralisation de I'lA dans le secteur de la santé aujourd'hui®, Les
étres humains sont connus pour résister au changement, accepter le changement n’est donc pas
un processus simple. Pourtant I’acceptation est une étape indispensable au développement des

outils basés sur I’TA
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L’exigence d'un consentement éclairé récurrent facilité par la technologie pour les nouvelles
utilisations de données, lorsque cela est possible, contribuerait a respecter la vie privée et
l'autonomie des patients. De méme, le droit de retirer des données pourrait étre clairement
communiqué et surtout facile a exercer. Dans la mesure du possible, des données génératives
pourraient étre utilisées pour combler les lacunes en matiere de données créées par ces retraits

afin d’éviter de rendre les systémes d'lA inopérants'®,

Les nouvelles technologies telles que l'intelligence artificielle, I'apprentissage automatique, la
robotique, le big data et les réseaux devraient révolutionner les processus de production, mais
elles pourraient également avoir un impact majeur sur les économies en développement. Les
nouvelles technologies risquent de creuser le fossé entre les pays riches et les pays pauvres en
déplacant davantage d'investissements vers les économies avancées ou l'automatisation est déja
bien établie. Cela pourrait & son tour avoir des conséquences négatives sur I'emploi®. La
montée en puissance des robots chirurgicaux et des robots infirmiers dans le secteur des soins

de santé, menace leurs futures perspectives d'emploi.

D’un point de vue moins global, les formes dominantes d'IA ou les algorithmes de ML
d'aujourd'hui, sont entrainés a l'aide d'ensembles de données qui reflétent les jugements, les
priorités et les catégories conceptuelles de I'Homme. Lorsque ces données sont biaisées ou,
présentent une inégalité, cette derniére peut étre codée et reproduite dans les algorithmes basés
sur l'apprentissage automatique®®!8’. Mais lorsque la Vérité est que la société est
structurellement injuste et inégale, et que les technologies font partie de ces structures, la
question est de savoir si nos algorithmes doivent reproduire fidélement 1'inégalité ou ceuvrer

pour la changer.'8®
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Enfin, Les soins centrés sur la personne sont considérés comme la norme d'excellence pour les
relations médecin-patient'®. Les nouveaux outils d’IA vont ainsi prendre en compte les
données propres de chaque patient et pourraient répondre a cette approche centrée sur le patient.
Pourtant I’empathie reste un prérequis indispensable a I’établissement de cette relation patient-
praticien'®. Le risque de déshumanisation est donc & connaitre. D’un autre coté, il est possible
de considérer que I’apport de tels outils peut simplifier les taches, libérer du temps aux
praticiens et donc favoriser les relations humaines. Un des points clés afin de préserver

I’autonomie du patient est de I’impliquer dans la prise de décision®®Z.

Il est donc possible d’intégrer des outils d’IA dans la relation médecin-patient mais cela
implique nécessairement un accord de confiance tant du patient que du medecin envers cette
nouvelle entité. Or, cette confiance sera liée a la transparence des systemes d’IA. L’explicabilité
de tels systémes permettra tant au praticien, qu’au patient, de comprendre quels facteurs ont
joué un réle dans la prise de décision partagée et permettra de renforcer la relation tripartite :

Médecin - Outil d’TA - Patient.

Il semblerait donc a ce stade que tant les patients!® que les praticiens'®® considérent
positivement I’TA comme des outils d’aide ne devant pas totalement remplacer les médecins.
Cette hypothese est d’autant plus vraie lorsque les patients nécessitent des qualités humaines
plus prononcées comme c’est le cas dans les pathologies chroniques ou en fin de vie. Ceci,
suggérant une utilisation de I’IA dépendante du type de maladie et du niveau d’empathie
requis'® 19 _ Il est donc aujourd’hui nécessaire de réfléchir a la place et aux roles des outils
d’IA développés en santé afin de s'assurer que leur déploiement reste bénéefique a la relation

médecin-patient.
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Abstract: Despite artificial intelligence used in skin dermatology diagnosis is booming, application
in oral pathology remains to be developed. Early diagnosis and therefore early management, remain
key points in the successful management of oral mucosa cancers. The objective was to develop and
evaluate a machine learning algorithm that allows the prediction of oral mucosa lesions diagnosis.
This cohort study included patients followed between January 2015 and December 2020 in the oral
mucosal pathology consultation of the Toulouse University Hospital. Photographs and demographic
and medical data were collected from each patient to constitute clinical cases. A machine learning
model was then developed and optimized and compared to 5 models classically used in the field. A
total of 299 patients representing 1242 records of oral mucosa lesions were used to train and evaluate
machine learning models. Our model reached a mean accuracy of 0.84 for diagnostic prediction. The
specificity and sensitivity range from 0.89 to 1.00 and 0.72 to 0.92, respectively. The other models
were proven to be less efficient in performing this task. These results suggest the utility of machine
learning-based tools in diagnosing oral mucosal lesions with high accuracy. Moreover, the results of
this study confirm that the consideration of clinical data and medical history, in addition to the lesion
itself, appears to play an important role.

Keywords: artificial intelligence; oral pathology; oral dermatology

1. Introduction

In the past 30 years, there has been a major increase in interest in Artificial Intelli-
gence (Al) in medicine. Indeed, this craze is explained by the fact that practitioners need
help to accelerate treatment, to have a predictive attitude, or to develop telemedicine
tools. Recently, this interest has reached the field of dermatopathology [1,2], with over
600 publications referenced in Pubmed covering this subject and its different applications
based on classification, segmentation, or feature extraction of lesions [3] and even smart-
phone based images [4]. Although these applications are currently limited to a few types
of lesions, such as skin cancers (particularly melanoma [5-7]), oral squamous cell carcino-
mas [4,8] (OSCC), ulcers, psoriasis, and atopic dermatitis [9], it has been suggested that
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the accuracy of Al-based diagnosis using convolutional neural networks for lesion image
analysis may be similar to experienced dermatologists [10], or even better [11]. Machine
Learning (ML) can be defined as a branch of Al whose algorithms learn autonomously to
make predictions from data and improve their performance over time [9]. ML corresponds
to a wide range of algorithm families and complexities, from self-explainable models (e.g.,
linear regression, polynomial regression) to other models requiring the development of
additional explainability methods. (e.g., support vector machine, tree-based models, neural
networks). ML models are particularly well suited to capture the complex relationships
between variables to extract hidden patterns in the datasets to respond as efficiently as pos-
sible to the prediction to be made. Often referred to as “black-boxes” models, the question
of how humans can understand the determinants of the prediction is crucial, particularly in
the area of healthcare. Explainability is also more than a technological problem, it involves
among other ethical, societal, and legal issues [12]. They are therefore of major interest
to support the practitioner referring the patient to a specialist (telemedicine), but also
in the diagnostic process and in guiding them towards the most appropriate treatment.
The practitioner must be able to explain to the patient how the algorithm works and the
criteria for the decision process [13]. Although the publications on skin lesions concern
most of the work, the contribution of Al in the field of oral mucosa pathology is relatively
recent [4,8,14,15]. However, the early diagnosis and management of oral mucosa lesions
is a major issue, particularly in the context of oral cancer diagnosis and management.
According to the World Health Organization (WHO), lip and oral cavity cancers are the
16th most frequent cancers, corresponding to more than 177,000 deaths worldwide in 2020.
Oral cancer and primarily squamous cell carcinoma accounted for half of the overall annual
mortality from head and neck cancer in 2018 [16]. Since 2019, some teams have been
interested in the contribution of Al algorithms and especially ML in the management of
oropharyngeal cancer, mainly in terms of prognosis prediction [17-19] and medical image
classification [20], but also in optimizing the treatment of these cancers [21]. However, the
lack of practitioners specialized in oral mucosa pathology and the variety of lesions have
made differential diagnosis a major challenge and the goal of improving early diagnosis
and patient management.

This study aimed to propose a predictive ML-based framework with state-of-the-art
explainability techniques based on chair-side patient information collection, such as the
semiology of the lesions and patient socio-demographic and medical data for diagnosis of
oral mucosa lesions.

2. Materials and Methods
2.1. Selection Criteria

Patients consulting in the specialized oral dermatology consultation of the Toulouse
University Hospital (CHU de Toulouse) between January 2015 and December 2020 were
considered in this study.

All patients meeting the following criteria were included in the study: (1) Patients
consulting in the oral mucosa pathology consultation of the Toulouse University Hospital
and presenting a mucosal lesion, (2) Patients already followed for such lesions and requiring
a histological re-evaluation, (3) Subjects older than 18 years of age at the time of consultation,
(4) Subjects who are able to understand French language, to receive information about the
study and understand the information form to participate in the study, (5) Subjects who
have given their consent to participate in the study. Patients with the following conditions
could not be included in this study: (1) Pregnant and lactating women, (2) Patients under
guardianship, curatorship, or safeguard of justice. All patients gave their consent for data
collection and the computer processing of personal and medical data was implemented to
the results of this research. Patients of legal age were included in the study, patients over
18 years of age.

This study was conducted in accordance with the public health code and bioethics
laws governing research in France [22]. This study is retrospective and does not involve
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the human person. Therefore, it is not submitted to an ethics committee but complies with
the reference methodology (MR-004 of the French National Commission for Informatics
and Liberties (CNIL) (number: 2206723 v0)) for which Toulouse University Hospital signed
a commitment of compliance. The patient’s non-objection was collected.

2.2. Data Collection and Annotation

For each subject, a series of high-resolution, macroscopic photographs of the lesion
(either by digital camera or smartphone) were acquired. When for the same patient, several
images of the same lesion were taken, only one of them was considered, whereas images
of the same patient but representing a different lesion and/or a different representation
of the same lesion (e.g., according to topography or color) were treated separately. Each
lesion characteristic (type of lesion, color, topography, size, homogeneity, and shape) was
annotated by a single investigator (A.D), beforehand calibrated with two experts in oral
mucosa pathology (S.C, S.L) before the launch of the study by assessing 50 randomly
selected images. The overall inter-rater kappa reached 0.92. Intra-observer reliability was
tested by randomly re-examining 30 lesions at a one-month interval of the initial assessment
and reached 0.87.

The diagnoses associated with each of the images were previously validated histo-
logically. Anatomopathological analysis of oral lesions as part of the patient’s routine
care was performed in the anatomopathological laboratory of the Toulouse University
Hospital (CHU de Toulouse) and the Toulouse University Cancer Institute (IUCT, Institut
Universitaire du Cancer de Toulouse). Demographic (age, gender, alcohol consumption,
smoking status), medical data and medications were also recorded. Medical history and
medications were, respectively, classified according to the International Classification of
Diseases (ICD) and the Anatomical Therapeutic Chemical Classification System (ATC).

2.3. Model Development and Data Analysis

The machine learning pipeline involved (1) an adequate pre-processing step of the
database (data encoding, imputing, and normalization), (2) a random train:test dataset
splitting of 80:20, (3) the comparison and choice of a suitable predictive model, and (4) the
explainability of the prediction results.

Pre-processing step: The binary categorical data (yes/no or male/female) were first
label-encoded by integers. The type of elementary lesion was one hot encoded for non-tree-
based ML models. Missing socio-demographic and /or medical data were considered as
missing at-random, for age (68, 7.1%), gender (61, 6.4%), tobacco (7, 0.7%), alcohol (7, 0.7%)
and narcotics (7, 0.7%). Missing data were considered as such for the algorithmic approach
being able to deal with (tree-based gradient boosting method LightGBM) or imputed using
a multivariate single imputation model [23].

Data modeling : Different Machine Learning strategies were compared: LightGBM
(LGB, a tree-based gradient boosting method), Logistic Regression with an elastic net (L1
and L2) penalization (LR), Decision tree (DT), K-Nearest Neighbors (KNN) and Multi-Layer
Perceptron (MLP). Models were used from scikit-learn 1.0.1 and lightgbm 3.3.1. To optimize
the hyperparameters of each model, a grid search was explored using optuna 2.10.0, with
mean ROC AUC one-versus-one after 5-fold cross-validation considered as eval metric.

Model performance: For each model, were computed the true positive rate (the
proportion of positive data that are correctly considered as positive), the true negative
rate (proportion of negative data that are correctly considered as negative), the positive
predictive value (number of correct positive results divided by the number of positive
results predicted by the classifier), the negative predictive value (number of correct negative
results divided by the number of negative results predicted by the classifier), the overall
accuracy (the number of correct predictions divided by the total number of predictions) and
the Fl-score (the harmonic mean between predictive positive values and true positive rate).

Model explainability: Finally, the influence of each attribute of the dataset on the
diagnosis prediction was explored using SHapley Additive exPlanations (SHAP) [24].
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Given the high dimensionality of the dataset (high number of variables) and the nature of
the final chosen model (tree-based model lightGBM), the model was explained thanks to
the TreeSHAP optimization [25].

3. Results

The dataset consisted of a total of 1242 records representing 31 different diagnoses for
299 subjects (39.4% men; 60.6% women; mean aged 57.3 years + 19.2). Given the number of
cases by diagnosis, 7 categories were considered: oral lichen planus (40.0% of the dataset),
bullous diseases (13.9%), aphthous ulcers (8.9%), leukoplakia (7.3%), gingival enlargement
(3.7%), oral squamous cell carcinoma (3.3%), and others (22.9%). A detailed description of
the final dataset (socio-demographic and medical data) is provided in Table 1. Only 8 (2.7%)
subjects were alcohol-dependent and 72 (24.1%) were smokers. The most represented
elementary lesions were plaque/papule (27%), with 36% of these lesions being located on
the attached gingiva.

Once models were tuned for optimization of hyperparameters and trained on the
training dataset, the performance of each model was shown on the test dataset. LightGBM
model achieved the best performance with 0.84 for mean accuracy. The other ML mod-
els achieved lower performances with 0.54, 0.73, 0.49, and 0.62, respectively, for logistic
regression (LR), k-nearest neighbors (K-NN), decision tree classifier (DTC), and multi-
layer perceptron models (MLP). The detailed performances of the models are exposed in
Table 2. Confusion matrixes are exposed in Figures 1A and S1 for LightGBM and other
models, respectively.

Whatever the diagnosis to be predicted and the metrics, LightGBM achieved the best
performances. The TreeSHAP method was used to provide insight into the explainability
of the predictions. Figure 1B shows the importance of the different features in overall
decision-making. The factors influencing the overall decision making are essentially lesion
characteristics (type of lesion, color, reticulation...). Although age remains the most
important factor in decision-making, other socio-demographic data are considered but with
less importance. The model does not take into account the medical history and treatments
in the overall explanation of the model behavior. Figures 2 and S2 expose the importance of
the different features for the prediction of each diagnosis. If patients” age seems to influence
all different lesions, for Oral Lichen planus features such as the reticular form of the lesion,
gender, type of elementary lesion, and localization have more influence on the diagnosis
than the patient’s medical history. On the contrary, for OSSC, the size of the lesion, its
localization, and the patient’s smoking status are more important to predict the diagnosis
than the color of the lesion or the gender. Medical history often has a minor influence on
individual prediction, with the exception of a history of dermatologic pathology, which
strongly influences the diagnosis of bullous disease.

Finally, Figure 3 illustrates two examples of prediction, respectively, for a carcinoma
(Figure 3A) and an oral lichen planus lesion (Figure 3B). The SHAP algorithm provides an
understanding of decision making by outlining the factors that positively or negatively
influence the different diagnoses.
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Table 1. Subject characteristics are used for machine learning model training according to each diagnosis.

Lichen Planus Leukoplakia Aphthous Ulcer Bullous Diseases Gingival Enlargement Carcinoma Others Value @
Number of Subjects (n=77) (n=41) (n =37) (n =26) (n=12) (n=11) (n =95) P
Gender (n,%)
Male 22 (29%) 20 (49%) 19 (51%) 9 (35%) 5 (42%) 5 (45%) 42 (44%) 0.03
Female 51 (66%) 16 (39%) 14 (38%) 15 (58%) 3 (25%) 4 (36%) 53 (56%)
Mean age 65 65 50 65 43 54 50 <0.001
Alcohol (n,%) 2 (3%) 4 (10%) 1 (3%) - - 2 (18%) 2 (2%) 0.007
Smoking (n,%) 21 (27%) 18 (44%) 8 (22%) 3 (12%) 1 (8%) 5 (45%) 16 (17%) 0.002
Number of lesions (n) 497 91 110 173 46 41 252
Localization (n,%)
Vermilion 19 (3.8 %) 6 (6.5%) 5 (4.5%) 3 (1.7%) - - 16 (6.3%)
Commissure 1 (0.2%) - - 1 (9.6%) - - 8 (3%)
Labial mucosa 8 (1.7%) 3 (3%) 15 (13.6%) 16 (9.2%) - 1 (2.4%) 21 (8.3%)
Muco-buccal fold 136 (27.3%) 25 (27.5%) 18 (16.4%) 16 (9.2%) - 5 (12%) 21 (8.3%)
Attached gingiva 172 (34.6%) 12 (13.1%) 12 (10.9%) 91 (52.6%) 45 (98%) 16 (39%) 85 (33.7%)
Buccal mucosa 37 (7.4%) 3 (3.3%) 10 (9.0%) 14 (8.0%) 1 (2.0%) 2 (4.8%) 11 (4.4%) 0.002
Hard palate 22 (4.4%) 13 (14.3%) 5 (4.5%) 10 (5.7%) - 11 (26.8%) 20 (7.9%) ’
Soft palate 1(0.2%) 4 (4.4%) 5 (4.5%) 19 (10.9%) - - 2 (0.7%)
Tonsillar pillar 3(0.6%) 1(1.1%) 1 (0.9%) 1 (0.5%) - - 2 (0.7%)
Dorsal tongue 60 (12.0%) 7 (1.8%) 3 (2.7%) 2 (1.2%) - 2 (4.8%) 51 (20.2%)
Ventral tongue 9 (1.8%) 1 (1.0%) 10 (9.0%) 6 (3.5%) - 1 (2.4%) 2 (0.7%)
Lateral tongue 24 (4.8%) 14 (15.4%) 13 (11.8%) - - 1(2.4%) 11 (4.4%)
Floor of mouth 5 (1.0%) 2 (2.2%) 2 (1.8%) - - 2 (4.8%) 2 (0.7%)
Lesion color (n,%)
White 160 (32.0%) 70 (7.8%) 33 (30.0%) 46 (26.6%) - 13 (31.7%) 50 (18.8%)
Red 55 (11.0%) 2 (2.2%) 9 (8.1%) 55 (31.8%) 15 (32,6%) 8 (19.5%) 51 (20.2%) <0.001
Mixt (red and white) 268 (54%) 19 (20.8%) 66 (60.0%) 69 (39.9%) 5 (11.8%) 16 (39.0%) 79 (31.3%) ’
Pigmented 10 (2.0%) - 1 (0.9%) - 5 (11.8%) 3 (2.3%) 40 (15.8%)
No color changes 4 (0.8%) - 1 (0.9%) - 21 (46.0%) 1 (2.4%) 32 (12.7%)
Lesion size (n,%)
<5 mm 39 (7.8%) 13 (14.3%) 27 (24.5%) 32 (18.5%) 27 (58.6%) 1 (2.4%) 41 (16.2%)
5to 10 mm 268 (54.0%) 41 (45.1%) 66 (60.0%) 116 (67.0%) 38 (82.6%) 9 (21.9%) 135 (53.1%) <0.001
10 to 50 mm 188 (38.0%) 37 (40.7%) 17 (15.5%) 25 (14.5%) 6 (13.0%) 27 (65.8%) 75 (29.7%)
>50 mm 2 (0.4%) - - - - 4 (9.7%) 1 (0.4%)
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Table 1. Cont.

Lichen Planus

Leukoplakia

Aphthous Ulcer

Bullous Diseases

Gingival Enlargement

Carcinoma

Others

a
Number of Subjects (n=77) (n=41) (n=37) (n = 26) (n=12) (n =11) (= 95) p-Value
Elementary Lesion (n,%)
Gingival hyperplasia 3 (0.6%) - - 1 (0.5%) 40 (86.9%) - 9 (3.5%)
Bulla 7 (1.4%) 2 (2.2%) 2 (1.8%) 31 (18.0%) - - 16 (6.3%)
Cellular coating 11 (2.2%) 1 (1.1%) 13 (11.8%) 16 (9.2%) - 2 (4.8%) 12 (4.7%)
Erosion 18 (3.6%) 3(3.3%) 6 (5.5%) 30 (18.3%) - 1(2.4%) 8 (3.1%) <0.001
Macula/patch 184 (37.0%) 12 (13.2%) 11 (10.0%) 79 (45.7%) 6 (13.0%) 4(9.7%) 78 (30.9%)
Nodule 13 (2.6%) 2 (2.2%) 2 (1.8%) - - 18 (43.9%) 100 (39.6%)
Papula/plaque 220 (44.3%) 70 (77.0%) 8 (7.3%) 7 (4.0%) - 13 (31.7%) 23 (9.1%)
Ulcer 40 (8.0%) 1(1.1%) 68 (61.8%) 9 (5.2%) - 3 (7.3%) 4 (1.5%)
Lesion homogeneity (n,%) 187 (37.6%) 52 (75.1%) 77 (70.0%) 71 (41.0%) 32 (69.5%) 5 (12.1%) 142 (56.4%) <0.001
Well circumscribed lesion (n,%) 230 (46.3%) 55 (60.4%) 93 (84.5%) 81 (46.8%) 19 (41.3%) 7 (17.0%) 166 (65.8%) <0.001
Elevated edges of the
lesion (n, %) 5 (1.0%) - 13 (11.8%) 2 (1.2%) 1(2.0%) 1(2.4%) 4 (1.6%) 0.29
Reticular lesion (n,%) 175 (35.2%) 3 (3.3%) 1(0.9%) 5 (2.9%) - - 5 (1.9%) <0.001
Growing lesion (n,%) 13 (2.6%) 2 (2.2%) - 1(0.5%) 3 (6.5%) 24 (58.5%) 25 (9.9%) <0.001
Papillomatus lesion (n,%) 3 (0.6%) 8 (8.8%) 1(0.9%) 1(0.5%) 1(2.0%) 8 (19.5%) 41 (16.2%) 0.007

2 for categorical values, the p-value resulted from a x? test; for numerical values, the p-value resulted from an ANOVA test.
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Table 2. Models’ performances for each diagnosis.

LightGBM Elastic Net Regression K-Nearest Neighbors Decision Tree Multilayer Perceptron
Diagnostics TPR TNR PPV NPV F1 TPR TNR PPV NPV F1 TPR TNR PPV NPV F1 TPR TNR PPV NPV F1 TPR TNR PPV NPV F1

Gingival enlargement 092 1.00 1.00 1.00 0.96 092 099 085 1.00 0.88 0.83 099 071 099 0.77 0.67 0.97 047 0.99 0.55 0.83 1.00 1.00 0.99 091
Carcinoma 090 1.00 0.90 1.00 0.90 0.60 092 021 099 032 0.70 099 0.64 0.99 0.67 0.80 0.96 0.40 0.99 0.53 0.50 0.98 0.50 0.98 0.50
Leukoplakia 0.78 098 0.75 098 0.77 0.74 091 040 098 0.52 057 094 042 096 048 074 0.89 0.36 0.98 0.49 035 098 0.62 095 0.44

Oral lichen planus 0.89 0.89 0.85 0.92 0.87 038 092 0.77 0.68 0.51 0.85 0.88 0.83 0.89 0.84 027 098 092 0.66 0.42 0.84 0.70 0.66 0.86 0.74
Bullous diseases 0.72 096 0.76 095 0.74 0.70 0.81 038 094 0.49 0.70 096 0.75 095 0.72 074 076 034 095 0.46 035 0.95 056 0.90 0.43
Aphthous ulcers 075 099 0.84 097 0.79 054 096 056 095 0.55 046 097 059 095 0.52 075 092 050 0.97 0.60 050 098 0.74 0.95 0.60
Other lesions 0.89 097 0.89 097 0.89 0.60 094 0.72 090 0.66 0.67 093 0.72 091 0.69 046 093 0.64 0.87 0.54 0.73 092 0.70 093 0.71

Mean accuracy 0.84 0.54 0.73 0.49 0.67

Abbreviations : TPR, true positive rate; TNR, true negative rate; PPV, positive predictive value; NPV, negative predictive value. True positive rate: proportion of positive data that are
correctly considered as positive. True negative rate: proportion of negative data that are correctly considered as negative. Positive predictive value: number of correct positive results
divided by the number of positive results predicted by the classifier. Negative predictive value: number of correct negative results divided by the number of negative results predicted
by the classifier. F1-score: the harmonic mean between predictive positive values and true positive rate.
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Figure 1. Confusion matrix for LightGBM model and Feature importance for overall predictions.
(A) The confusion matrix describes the performance of the LightGBM classifier on the test dataset.
The number of correctly classified lesions ranged from 92% to 72% depending on the different diag-
noses evaluated. (B) SHAP feature importance for the LightGBM trained model for predicting oral
mucosa lesions measured as the mean absolute SHAP values. Abbreviations: ATC A, Anatomical
Therapeutic Chemical classification: Alimentary tract and metabolism ; ATC C, Anatomical Thera-
peutic Chemical classification: Cardiovascular system ; ICD E00-E89, in-ternational classification of
diseases: Endocrine, nutritional and metabolic diseases; ICD 100-199, international classification of
diseases: Diseases of the circulatory system; ICD K00-K95, international classification of diseases:
Diseases of the digestive system; ICD L00-L99, international classification of diseases: Diseases of the
skin and subcutaneous tissue; ICD M00-M99, international classification of diseases: Diseases of the
musculoskeletal system and connective tissue.
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Figure 2. Summary plot of feature importance for each diagnostic prediction for Oral lichen planus,
Bullous diseases and Carcinoma. Each point on the summary plot is a SHAP value for a given feature
and instance. The position on the y-axis is determined by the feature and on the x-axis by the SHAP
value. The color represents the value of the feature from low to high. Overlapping points are jittered
in y-axis direction, so we get a sense of the distribution of the SHAP values per feature. The features
are ordered according to their importance. Abbreviations: ATC A, Anatomical Therapeutic Chemical
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Therapeutic Chemical classification: Respiratory system; ICD C00-D49, international classification of
diseases: Neoplasms; ICD E00-E89, international classification of diseases: Endocrine, nutritional
and metabolic diseases; ICD F00-F99, international classification of diseases: Mental and behavioral
disorders; ICD G00-G99, international classification of diseases: Diseases of the nervous system;
ICD 100-199, international classification of diseases: Diseases of the circulatory system; ICD K00-K95,
international classification of diseases: Diseases of the digestive system; ICD L00-L99, international
classification of diseases: Diseases of the skin and subcutaneous tissue; ICD M00-M99, international
classification of diseases: Diseases of the musculoskeletal system and connective tissue; ICD N00-N99,
international classification of diseases: Diseases of the genitourinary system.
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Figure 3. Illustration of two examples of prediction, respectively for a carcinoma (A) and an oral
lichen planus lesion (B). The SHAP algorithm provides an understanding of decision making by
outlining the factors that positively or negatively influence the different diagnoses. Abbreviations:
ATC A, Anatomical Therapeutic Chemical classification: Alimentary tract and metabolism; ATC
C, Anatomical Therapeutic Chemical classification: Cardiovascular system; ATC H, Anatomical
Therapeutic Chemical classification: Systemic hormonal preparations; ATC M, Anatomical Thera-
peutic Chemical classification: Musculo-skeletal system; ATC N, Anatomical Therapeutic Chemical
classification: Nervous system; ATC R, Anatomical Therapeutic Chemical classification: Respiratory
system; ICD C00-D49, international classification of diseases: Neoplasms; ICD E00-E89, international
classification of diseases: Endocrine, nutritional and metabolic diseases; ICD F00-F99, international
classification of diseases: Mental and behavioral disorders; ICD G00-G99, international classification
of diseases: Diseases of the nervous system; ICD I00-199, international classification of diseases:
Diseases of the circulatory system; ICD K00-K95, international classification of diseases: Diseases
of the digestive system; ICD L00-L99, international classification of diseases: Diseases of the skin
and subcutaneous tissue; ICD M00-M99, international classification of diseases: Diseases of the
musculoskeletal system and connective tissue; ICD N00-N99, international classification of diseases:
Diseases of the genitourinary system.
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4. Discussion

Based on the lesion topography and medical and socio-demographic patients features,
LightGBM model allowed a prediction of the 7 oral mucosa lesions selected in this study
with an overall accuracy of approximately 0.84. The specificity (true negative rate) and
sensitivity (true positive rate) remain very high, ranging from 0.89 to 1.00 and 0.72 to 0.92,
respectively; thus, illustrating the discriminatory capacity of our model. Therefore, this
tool seems suitable for non-specialist practitioners to guide them in their diagnostic and
therapeutic process.

The early diagnosis of oral lesions presents a challenge in treating them promptly
and reducing therapeutic penalties, particularly in the case of cancer. Especially because
therapeutic progress has increased the life expectancy of these cancer patients. Although
oral dermatology is at the crossroads of several medical specialties (Dentists, Ear-Nose-
Throat specialists, Oral and maxillofacial surgeons, dermatologists), oral lesions remain
underdiagnosed, especially for precancerous and cancerous lesions [26,27]. Indeed, general
practitioners often lack specific training and patients face a lack of referral to specialists
in the field [28]. On the other hand, while the contribution of Al is booming in medicine
and especially in dermatology, only a few models have been developed in oral dermatol-
ogy [4,8,29]. To answer this problem, we have demonstrated that we can accurately predict
the diagnosis of an oral mucosal lesion using an algorithmic ML strategy based on routine
oral medicine consultation. Similarly, other models created for the automatic detection
of skin cancers have shown the importance of including patient clinical information to
optimize these tools [30].

Machine learning algorithms are considered as “black boxes”. Explainability aims
at highlighting the importance of each data in the decision-making process to improve
transparency, questioning, and understanding.

This explanability increases the confidence of the models by ensuring that the deci-
sion making is coherent with the semiological data classically accepted in the literature.
Furthermore, the identification of new correlations must be supported by evidence to
eliminate misleading decisions. Finally, understanding the models is not only a research
objective; it allows the practitioner to be guided in his clinical thinking, to identify variables
of high importance and, therefore, optimize the diagnosis of lesions. Moreover, while the
explainability of a model can highlight important interactions between certain data, it does
not allow us to conclude that there are causal links.

The development of applications accessible to the general public for preventive
and diagnostic purposes is an important issue [31]. In 2018, the systematic review by
Chuchu et al. [32] evaluated the sensitivity and specificity of smartphone apps used for the
diagnosis of melanoma. Although promising, the results showed a lack of precision that
led to diagnostic errors compared to the diagnosis made by expert dermatologists. Two
years later, Udréa et al. in 2020 [33] improved the system by developing a smartphone
application based on a machine learning algorithm that allows the detection of cancerous
or precancerous skin lesions with a sensitivity of 95.1% and a specificity of 77.3%. In the
diagnosis of oral lesions, by allowing the detection of “high risk cancer patients” using pa-
tient’s socio-demographic and behavior data associated with elementary lesion description,
the present algorithm can thus constitute a simple tool for specialists and non-specialists to
use, with a high precision accuracy.

Today, the most powerful AI models used for diagnosis in dermatology are now
based on deep convolutional neural networks. They allow the image of the lesion to be
used considering the pixels that constitute it as features in their own right [4,34-36], even
associating information about the patient [37]. The use of the photograph itself to determine
the diagnosis is the logical continuation of our work, especially to refine the prediction.

Based on the results of such study, our algorithm could be used in routine practice
to assist in diagnosis and perform a first triage. In fact, it could make it easier to detect
patients with lesions at risk of malignant development. Of course, it does not allow one to
date to replace the specialist due to some limitations.
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Some issues are currently being raised to train machine learning models. Unlike skin
lesions, there is currently no public database available for oral lesions [38,39]. There is
also a very important clinical polymorphism of certain oral mucosa lesions, which can
complicate the prediction. Finally, as endo-buccal photos are difficult to standardize, it will
be necessary to normalize the images as much as possible to compare them [40]. This is
an essential step in the development and generalization of this device to predict not only
cancerous or precancerous lesions, but also other often misdiagnosed oral mucosal lesions
that also have an impact on patient quality of life and well-being.

A limitation of the present study is the limited size of the database and the imbalance
between the different diagnoses chosen to predict. Even if this has been taken into account
and compensated for in the algorithm, it would be preferable to train it on a larger scale
with more cases and a more balanced dataset. However, to date there is no international
database on oral mucosal lesions, unlike databases on skin lesions.

5. Conclusions

The use of ML models in medicine is promising, especially due to their ability to
compute a very large amount of data to make predictions. Although there are some
limitations in our database (size of the database, picture standardization), the results of our
study are promising in that they show a high accuracy for predicting cancerous lesions
(0.90 accuracy) and an overall good accuracy of 0.84 for five of the other most frequent
oral mucosal lesions (Oral Lichen planus, Leukoplakia, bullous diseases, aphthous ulcers,
gingival enlargements). More studies with much larger databases should be carried out
to validate the accuracy of our model. Moreover, the use of deep learning models could
be particularly interesting and should be investigated to optimize diagnostic devices to
predict directly from the image of the lesion. These tools create new opportunities for
democratization and improvement of patient care. However, the implementation of Al-
based applications raises other questions about issues such as the acceptability of Al in
health or data protection.

Supplementary Materials: The following supporting information can be downloaded at: https://www.
mdpi.com/article/10.3390/jcm11216596/s1, Figure S1: Confusion matrices for the different machine
learning models tested on the test dataset. The confusion matrix describes the performance of the
difference classifier models on the test dataset. Figure S2: Feature importance for each diagnostic
prediction. Each point in the summary plot is an SHAP value for a feature and an instance. The
position on the y-axis is determined by the feature and on the x-axis by the SHAP value. The color
represents the value of the feature from low to high. The overlapping points are jittered in the y-axis
direction, so we get a sense of the distribution of the SHAP values per feature. Features are ordered
according to their importance.
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Abbreviations

The following abbreviations are used in this manuscript:

Al Artificial intelligence

ML Machine learning

CNN  Convolutional neural network

DL Deep learning

ICD International classification of diseases
ATC  Anatomical therapeutic chemical classification system
CNIL Commission for informatics and liberties
LR Logistic regression

KNN  K-nearest neighbors

DTR Decision tree regressor

MLP  Multilayer perceptron

TNR  True negative rate

TPR True positive rate

PPV Predictive positive value

PNV  Predictive negative value

ROC  Receiver Operator Characteristic

AUC  Area under curve
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Titre : Utilisation de nouvelles approches en intelligence artificielle pour le diagnostic de lésions de la muqueuse orale
Mots clés : Intelligence artificielle, Muqueuse buccale, Cancers oraux

Résumé : Les pathologies de la muqueuse buccales présentent un polymorphisme clinique important. Cela concerne les dermatoses bénignes mais
également les lésions cancéreuses et pré-cancéreuses. Un diagnostic précoce reste un élément clé de la prise en charge, en particulier des cancers de
la cavité buccale. Cependant ce diagnostic demeure aujourd’hui trop tardif, que cela soit lié a la difficulté inhérente a la présentation clinique ou aux
délais de rendez-vous en consultations de recours auprés de spécialistes du domaine, en nombre insuffisant. Il parait donc utile de proposer des
outils d'aide au diagnostic, fiables et destinés aux professionnels de la santé orale. Bien que l'intelligence artificielle utilisée dans le diagnostic
dermatologique soit en plein essor, son application a la pathologie de la cavité buccale reste plus anecdotique. Nous avons adapté et évalué
différentes approches d’intelligence artificielle puis développé un outil a destiné des professionnels de santé.

Title: Use of innovative artificial intelligence approaches for the diagnosis of oral mucosal lesions

Key words: Artificial Intelligence, Oral mucosa, Oral cancer

Abstract: Clinical manifestations of oral mucosal pathologies exhibit significant polymorphism. This includes benign dermatoses, cancerous or even
pre-cancerous lesions. Early diagnosis remains a key element of management, especially for oral cavity cancers. However, this diagnosis is currently
often delayed, whether due to the inherent difficulty in clinical presentation or insufficient availability of specialist consultations, leading to extended
waiting times. Therefore, it appears useful to propose reliable diagnostic support tools for oral healthcare professionals. While artificial intelligence in
dermatological diagnosis is advancing rapidly, its application to oral cavity pathology is still relatively limited. We adapted and evaluated various
artificial intelligence approaches and developed a tool intended for healthcare professionals.



	Table des matières
	Liste des abréviations
	Introduction
	Première partie : L’intelligence artificielle au service du diagnostic en dermatologie de la muqueuse orale
	I- Préambule : Apport de l’intelligence artificielle en santé et dermatologie
	II- Deep Learning, réseau de neurones et aide au diagnostic
	A- Objectif
	B- Evaluation du Deep Learning

	III- Machine Learning et apprentissage statistique, une solution alternative88
	A- Objectif
	B- Evaluation de l’apport du Machine Learning


	Deuxième partie : Développement d’un outil basé sur l’intelligence artificielle (IA) destiné aux professionnels de santé, ORAMEDAI
	I- Introduction
	II- Acceptations de l’Intelligence Artificielle et Défis relatifs
	III- Développement de l’outil
	A- ORAMEDAI – Interface WEB
	B- ORAMD.AI – Développement de l’application mobile
	C- ORAMED.AI – Utilisation du serveur
	D- ORAMED.AI – Développement du DL

	IV- Conclusion

	Discussion et Perspectives
	Discussion
	Perspectives

	Conclusion
	Références
	Annexe
	Improvement of Mucosal Lesion Diagnosis with Machine Learning Based on Medical and Semiological Data: An Observational Study
	Abstract
	1. Introduction
	2. Materials and Methods
	2.1. Selection Criteria
	2.2. Data Collection and Annotation
	2.3. Model Development and Data Analysis

	3. Results
	4. Discussion
	5. Conclusions
	References


	Résumé
	Abstract

