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RÉSUMÉ

En apprentissage statistique, la performance des modèles est influencée par divers
biais inhérents aux données, comme la rareté des données (data scarcity) et le décalage de
domaine (domain shift). Cette thèse s’intéresse à réduire leur influence dans le cadre de
la segmentation de structures pathologiques en imagerie médicale. En particulier, notre
objectif est de réduire les écarts de données au niveau des régions d’intérêt (ROI) entre les
domaines source d’entraînement et cible de déploiement, qu’ils soient intrinsèques aux don-
nées ou induits par la faible quantité de données disponibles. Dans ce but, nous proposons
une stratégie d’augmentation de données adaptative, basée sur l’analyse de la distribution
des intensités des ROI dans le domaine de déploiement. Une première contribution, que
nous qualifions d’augmentation naïve, consiste à altérer l’apparence des ROI du domaine
d’entraînement pour mieux correspondre aux caractéristiques des ROI du domaine de
déploiement. Une seconde étape, complétant la première, rend l’altération plus réaliste
par rapport aux propriétés du domaine cible grâce à un modèle génératif d’harmonisation
one-shot, applicable dans toutes les situations de disponibilité de données. De cette fa-
çon, nous renforçons la robustesse du modèle de segmentation en aval pour les ROI dont
les caractéristiques étaient initialement sous-représentées à l’entraînement. Nous évaluons
notre approche à différents régimes de données et divers contextes cliniques, notamment
en IRM, TDM et radiographie pulmonaire. En outre, notre approche a montré des ré-
sultats impressionnants lors d’un challenge de segmentation de tumeurs à la conférence
MICCAI 2022.
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ABSTRACT

In statistical learning, the performance of models is affected by various biases present
within the data, including data scarcity and domain shift. This thesis focuses on reducing
their impact in the field of pathological structure segmentation in medical imaging. Our
goal is to minimize data discrepancies at the region of interest (ROI) level between the
training source domain and the target deployment domain, whether it is intrinsic to the
data or caused by the limited data availability. To this end, we present an adaptive data
augmentation strategy, based on the analysis of the intensity distribution of the ROIs in
the deployment domain. A first contribution, which we call naive augmentation, consists
of altering the appearance of the training ROIs to better match the characteristics of the
ROIs in the deployment domain. A second augmentation, complementing the first, makes
the alteration more realistic relative to the properties of the target domain by harmonizing
the characteristics of the altered image. For this, we employ a generative model trained
on a single unlabeled image from the deployment domain (one-shot approach), making
this technique usable in any data regime encountered. In this way, we enhance the robust-
ness of the downstream segmentation model for ROIs whose characteristics were initially
underrepresented in the deployment domain. The effectiveness of this method is evalua-
ted under various data regimes and in different clinical contexts (MRI, CT, CXR). Our
approach demonstrated impressive results in a tumor segmentation challenge at MICCAI
2022.
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INTRODUCTION

Depuis la fin des années 2000, les avancées matérielles et l’amélioration des capacités
de calcul ont favorisé l’émergence et le développement rapide de l’apprentissage profond
(DL, deep learning). L’entraînement des réseaux de neurones artificiels étant désormais
possible en un temps raisonnable, cette technologie a révolutionné de nombreux domaines,
dans l’industrie comme dans le quotidien des individus. Diverses tâches, de la génération
de texte à l’analyse de signaux, ont trouvé des applications dans presque tous les secteurs,
et en particulier celui de la santé. En chirurgie assistée par ordinateur, en télémédecine, ou
encore pour mieux comprendre certaines pathologies, les potentiels usages sont multiples.
La vision par ordinateur en imagerie médicale a notamment pour objectif de permettre
des traitements automatiques [1] :

— précis
— répétables et indépendants de l’observateur
— massifs (pour de grands volumes de données)
— rapides
Ainsi, les modèles de vision par ordinateur apportent des outils supplémentaires aux

cliniciens, leur permettant de traiter plus de patients tout en réduisant les potentielles
erreurs d’interprétation. Parmi les avancées méthodologiques les plus significatives en
imagerie médicale, la segmentation automatique de structures volumétriques d’intérêt
par apprentissage profond se démarque par ses performances nettement supérieures aux
techniques précédentes dans de nombreux contextes cliniques [2]. En oncologie, domaine
d’application de cette thèse, la segmentation est notamment utile à l’extraction de para-
mètres d’intérêt, par exemple pour évaluer certaines caractéristiques de tumeurs ou définir
des volumes de traitement en radiothérapie. La segmentation automatique joue ainsi un
rôle crucial afin d’identifier de manière fiable et indépendante de l’utilisateur les masses
tumorales, et ce, dans différentes modalités d’imagerie [3].

Malgré ces avancées significatives, certains obstacles récurrents et transverses aux dif-
férentes applications cliniques limitent toujours les performances des modèles, et ainsi,
leur utilisation en contexte clinique. En pratique, plusieurs biais sont induits par les don-
nées elles-mêmes [4]. Le premier est le manque de données disponibles au développement,
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notamment à cause du coût d’acquisition et d’annotation des images, mais aussi du carac-
tère confidentiel de ces données. La politique de partage des données patient est variable,
ce qui limite leur diffusion (par exemple l’accès public aux données ou non). Les ré-
seaux de neurones profonds ayant besoin de suffisamment d’échantillons pour apprendre
correctement, cette limite est critique dans de nombreux contextes. Un deuxième biais
majeur est dû à la différence entre les données disponibles en phase de développement et
celles rencontrées lors de la phase de déploiement du modèle. Si cette différence est trop
importante, le modèle risque de mal identifier les structures clés au sein des images en
utilisation clinique et ainsi de fausser ses résultats. De plus, d’une modalité à une autre,
et même d’une machine à une autre, les distributions des images acquises peuvent être
suffisamment différentes pour réduire les capacités de généralisation d’un modèle et donc
ses performances dans le domaine de déploiement. Ce décalage entre les données est donc
critique pour l’utilisation finale des modèles dans leur pratique clinique. Il s’agit donc in
fine d’évaluer dans quelle mesure un modèle peut être déployé sur de nouveaux patients
en utilisation réelle, et de s’assurer de ses performances dans ce contexte.

Un certain nombre de stratégies d’apprentissage ont pour objectif de se prémunir
de ces biais, notamment en fonction du régime de données rencontré (rareté ou relative
abondance de données). L’apprentissage few-shot, un domaine encore récent où le nombre
de données est volontairement très restreint à l’entraînement, est une solution particu-
lièrement adaptée aux bas régimes de données. L’adaptation de domaine est un autre
thème de recherche visant à conserver les performances d’entraînement dans le domaine
de déploiement, améliorant donc la robustesse d’un modèle face à de nouvelles données
potentiellement différentes. Parmi ces techniques, l’augmentation de données est particu-
lièrement populaire. Il s’agit de l’ensemble des processus visant à altérer et diversifier les
images d’entraînement de façon synthétique pour rendre le modèle plus robuste. Les trans-
formations appliquées sur les images peuvent être assez simples, comme des modifications
globales de la luminosité, des rotations, etc. D’autres techniques plus évoluées peuvent
néanmoins être considérées, comme la génération d’image synthétiques réalistes par des
modèles génératifs avancés. En employant avec précaution les bonnes augmentations, il
devient possible de réduire la dépendance aux données réelles lors de l’entraînement, pour
un certain niveau de performance. Dans le cadre de cette thèse, nous verrons comment
corriger un décalage de données spécifique aux régions d’intérêt dont on souhaite ap-
prendre la segmentation. Nous proposons une méthode d’augmentation réaliste, basée sur
un modèle d’harmonisation one-shot, afin que celle-ci soit utilisable à tout régime de don-
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nées. Nous l’employons ensuite dans différentes configurations et contextes cliniques, afin
d’évaluer son potentiel, notamment à moyen et bas régime.

Cette thèse est structurée en cinq chapitres.
Le premier chapitre présente le contexte global de nos travaux. Les concepts clés et

les différents biais liés aux données y sont explicités. Nous détaillons leur conséquence en
segmentation automatique.

Le deuxième chapitre introduit les différents champs de recherche de l’adaptation
de domaines, incluant notamment l’augmentation de données et l’apprentissage à nombre
de données restreint. Un état de l’art sur leurs applications types en imagerie médicale
complète ce chapitre.

Dans le troisième chapitre, nous présentons et décrivons la méthodologie d’augmen-
tation proposée. Elle se décompose en deux augmentations, une naïve sans DL, et une
basée sur le modèle one-shot SinGAN, appelée GBA. Une altération linéaire du contraste
de la région d’intérêt combinée avec son harmonisation réaliste au sein de l’image d’origine,
la méthode profonde génère des images réalistes permettant de suivre une distribution de
tumeurs différente de celle d’origine pour réduire un décalage de données. Nous validons
qualitativement la synthèse en IRM avec un écart de distribution entre deux centres d’ac-
quisition.

Le quatrième chapitre porte sur une première application en segmentation inter-
modale et multi-centrique de schwannome vestibulaire en IRM. Dans le cadre du chal-
lenge MICCAI CrossMoDA 2022, nous proposons une méthode employant notre technique
d’augmentation GBA pour diversifier les apparences de tumeurs et réduire un décalage
de domaine. À l’issue du challenge, nous avons obtenu la première place sur la tâche de
segmentation de tumeur, et troisième au classement général, classement combiné de la
segmentation de la tumeur et de l’organe à risque associé. Ce travail a été décrit dans un
article à paraître dans les IEEE Transactions on Biomedical Engineering.

Le cinquième chapitre présente deux applications plus exploratoires montrant le
potentiel de nos augmentations pour l’imagerie médicale dans sa globalité, en segmen-
tation de métastases cérébrales sur tomodensitométrie (TDM, computed tomography) à
bas régimes de données, puis en détection de nodules sur radiographie pulmonaire. Dans
le premier cas, nous cherchons à évaluer à quel point il est possible, avec nos augmenta-
tions, de réduire la taille du jeu de données d’entraînement sans perte de performance,
et ce, dans un contexte de segmentation difficile. Dans le second, nous appliquons l’har-
monisation one-shot permise par SinGAN dans un contexte où la méthode traditionnelle
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Poisson blending est généralement employé : la synthèse de nodules 2D sur radiographie
à partir de nodules 3D en TDM. Nous mesurons ainsi à quel point ce type d’approches
peut modifier les pratiques actuelles.

Enfin, nous concluons ce travail en résumant les différentes contributions apportées.
Nous mettons en perspective les conclusions tirées de chaque application pour préciser
l’intérêt et les limites de notre augmentation.

Une annexe contenant la portée environnementale et le bilan carbone de cette thèse
complète ce manuscrit. Elle fournit également quelques constats sur les émissions de gaz à
effet de serre induites par l’apprentissage profond, ainsi que plusieurs pistes de réduction
des émissions.
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Chapitre 1

BIAIS DES DONNÉES D’APPRENTISSAGE

EN IMAGERIE MÉDICALE

Ce chapitre introduit plusieurs concepts élémentaires de l’appren-
tissage profond appliqué à l’imagerie médicale. Nous y présentons
certains enjeux et limites associés aux données fréquemment ren-
contrés ayant motivé les développements méthodologiques de cette
thèse. Parmi elles, on compte la rareté et le décalage de données,
dont les causes sont multiples. Leur conséquence est généralement
une dégradation des performances et de la généralisation des mo-
dèles, notamment en segmentation, notre contexte applicatif princi-
pal. Pour compenser cela, l’augmentation de données est une piste
majeure pour améliorer de façon systématique les performances.
En outre, nous montrons que l’intérêt d’augmentations convention-
nelles peut s’avérer limité dans certains contextes, en présence de
fort décalage de données par exemple.

Résumé

1.1 Généralités et mesure de performance

L’apprentissage profond (DL, deep learning) repose sur l’utilisation de réseaux de neu-
rones artificiels permettant d’apprendre automatiquement une représentation hiérarchique
des données. Ils sont composés de couches successives de neurones, chacune extrayant des
caractéristiques de plus en plus complexes des données d’entrée. La réponse des neurones,
et donc cette représentation, est rendue non-linéaire grâce à des fonctions d’activations.
Un modèle dit profond bénéficie d’un nombre de couches important (généralement admis
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comme supérieur ou égal à 3), lui permettant d’apprendre une représentation latente éla-
borée des données. Sous certaines conditions, le réseau de neurones multi-couches peut
être considéré dans le cas limite comme un approximateur de fonctions universel [5].

En pratique, dans les procédures d’apprentissage statistique, une fois la structure du
réseau, la stratégie d’entraînement et les données définies, le modèle ajuste ses paramètres
pour optimiser une métrique reflétant la tâche à résoudre sur ces données. Cependant, au-
delà de l’objectif général d’obtenir un certain niveau de performance lié à cette métrique,
il est impératif de s’assurer que le modèle reste fiable et pertinent face à la diversité des
situations qu’il pourrait rencontrer en utilisation réelle, lors de la phase dite de déploiement
de ce modèle. En plus des performances, il est donc nécessaire d’évaluer la robustesse
statistique du modèle.

1.2 Robustesse et généralisation

La robustesse représente la capacité d’un modèle statistique à maintenir des perfor-
mances élevées même en présence de perturbations ou de variations. Cela revient à rendre
le modèle invariant à certaines transformations ou caractéristiques d’images. Ces trans-
formations peuvent prendre différentes formes (par exemple : bruit, flou, changement de
système d’acquisition, etc.) et induisent des variations de distribution des données. Un
modèle robuste sera alors capable de produire des résultats fiables et cohérents dans des
conditions différentes de celles sur lesquelles il a été entraîné [6]. Pour illustrer cette no-
tion, une forme typique des courbes d’apprentissage obtenues pour des modèles robustes
ou non est montrée sur la Fig. 1.1, où un modèle peu robuste perdra rapidement en perfor-
mance sur de nouvelles données. En imagerie médicale, la robustesse revêt une importance
capitale pour développer des modèles déployables sur plusieurs centres d’acquisition, ou
encore applicables à plusieurs modalités d’imagerie. Un exemple de technique pouvant
mettre en défaut la robustesse est l’attaque adversaire, consistant à trouver des pertur-
bations minimales qui, une fois ajoutée à une donnée, trompent le modèle [7].

La notion de généralisation, au sens premier du terme, est souvent confondue avec la
robustesse. Il s’agit de la capacité d’un réseau à générer des résultats cohérents pour des
données n’ayant pas été fournies au modèle lors de l’apprentissage. En d’autres termes, un
modèle ayant correctement généralisé n’a pas uniquement mémorisé le jeu de donnée d’en-
traînement et les résultats attendus associés (sur-apprentissage, overfitting) ; il a appris à
reconnaître des motifs et des caractéristiques sous-jacentes dans les données, lui permet-
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Figure 1.1 – Exemple typique de courbes d’apprentissage d’un modèle peu et assez
robuste. Un modèle peu robuste montre une importante perte de performance sur des
images dégradées ou perturbées, ne suivant donc pas la distribution d’entraînement. Cette
perte est réduite lorsque le modèle est suffisamment robuste. Lorsque l’optimum (trait en
pointillé) est dépassé, le modèle devient trop spécifique aux données d’apprentissage ; on
parle alors de sur-apprentissage et de perte de généralisation.

tant d’effectuer des prédictions précises sur de nouvelles données qui partagent des simi-
litudes avec l’ensemble d’apprentissage, sans perturbation ou variation particulière. Afin
de s’assurer de la bonne généralisation du modèle, une pratique communément acceptée
est de sous-diviser le jeu de données d’apprentissage en trois parties (ou sous-ensembles)
distinctes : l’ensemble d’entraînement (training), l’ensemble de validation (validation) et
l’ensemble de test (testing), comme présenté sur la Fig. 1.2. Des variations de ce principe
avec la validation croisée k-fold sont également couramment employées.

Par abus de langage, la généralisation peut aussi représenter la capacité d’un modèle
à se déployer sur des données en apparence similaires, mais qui suivent une distribution
différente. Elle se confond donc parfois avec la notion de robustesse. La sous-division
des jeux de données en ensembles d’entraînement, validation et test ne suffit alors plus
pour rendre le modèle robuste à ces variations de distribution. D’autres techniques pour
améliorer la généralisation sont alors couramment utilisés, telles que la réduction de la
profondeur du réseau ou encore des mécanismes comme le dropout qui visent à réduire le
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risque de sur-apprentissage en désactivant aléatoirement certains neurones entre chaque
rétropropagation de gradient [8]. En imagerie médicale, la robustesse et la généralisa-
tion se confondent souvent et sont deux considérations essentielles au vu des contraintes
inhérentes à ce domaine.

Jeu de données

Entraînement Test

Entraînement Val.

Figure 1.2 – Séparation d’un jeu de données en sous-ensembles d’entraînement, valida-
tion et test pour encourager la généralisation d’un modèle d’apprentissage profond.

1.3 Limitations en imagerie médicale

De nombreux champs de recherche du DL et de la vision par ordinateur trouvent des
applications en imagerie médicale, par exemple la segmentation ou l’aide à la décision
pour la planification de traitement. Cependant, malgré des avancées significatives, cer-
tains obstacles récurrents et transverses aux tâches cliniques en aval de ces traitements
limitent les performances des modèles [4]. Ces obstacles sont propres à l’apprentissage
statistique, et donc pas uniquement au DL. La Fig. 1.4 récapitule l’ensemble de ces biais
en les répartissant dans deux catégories : le manque et le décalage de données, incluant
le décalage de domaines.

1.3.1 Manque de données et représentativité

Le principal frein à la performance des modèles est le manque de disponibilité des
données médicales. Ces données présentent un caractère sensible dû au secret médical et
à la vie privée des patients. Les partager à d’autres centres de recherche, voire les rendre
publiques, est souvent légalement restreint pour cette raison, limitant le nombre de jeux
de données publiques et la quantité de données qu’ils contiennent. En parallèle, certaines
pathologies sont particulièrement rares, rendant complexe le rassemblement d’images pour
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celles-ci. Même si certains jeux de données conséquents existent, notamment dans le cadre
de compétitions internationales (challenges), le manque de données reste un problème
fréquemment rencontré [9].

Avec peu de données, l’homogénéité ou l’hétérogénéité au sein de celles-ci joue un rôle
majeur. Si les données sont trop similaires, le modèle sur-apprend et devient trop spéci-
fique, confondant les motifs généralisables d’une image à l’autre avec des caractéristiques
propres aux images d’entraînement, particulièrement le bruit inclus dans leur distribution.
Si les données sont trop différentes, le modèle risque de sous-apprendre (underfitting) et
ne pas réussir à extraire des caractéristiques communes à ces images, particulièrement
à partir de peu d’exemples. Un équilibre entre les deux est alors nécessaire, afin que le
modèle apprenne la distribution sous-jacente des images, comme illustré sur la Fig. 1.3a,
où la distribution d’entraînement associée à la probabilité Ptr(X) ne couvre qu’une partie
de la distribution de test Pte(X). Les données doivent être représentatives de cette dis-
tribution afin d’en extraire des caractéristiques communes sans devenir trop spécifiques à
certains types de tumeurs ou de morphologies par exemple. Chaque acquisition vue lors
de l’apprentissage doit donc non seulement être informative en soi, mais doit également
contribuer à couvrir, sans trop de redondance, l’ensemble de la variabilité intrinsèque à
la tâche. En l’absence de représentativité, les performances risquent d’être limitées en
contexte clinique, face à la variété d’images généralement rencontrées. Cette contrainte
est suffisamment importante, car une sélection de données véritablement représentatives
nécessite à la fois suffisamment de données en amont et une compréhension préalable de
la distribution des données.

1.3.2 Coût et biais des annotations

Une seconde limitation majeure est la faible quantité de données annotées (labels)
disponibles en imagerie médicale. En effet, l’annotation manuelle des images médicales
est une tâche laborieuse et coûteuse, nécessitant une expertise spécialisée.

Au-delà du coût de ces annotations, deux biais majeurs sont induits lors du proces-
sus d’annotation par un ou plusieurs annotateurs. [4], [10]. Le premier est la variabilité
intra-expert, ajoutant une première source de bruit dans les labels. Elle apparaît lors-
qu’un même expert annote différemment des images similaires d’une image à une autre,
par exemple sous l’effet de la fatigue. Ce biais devient d’autant plus important lorsque le
jeu de données à annoter est volumineux. Ensuite, demander à plusieurs experts d’anno-
ter un jeu de donnée introduit un autre biais, la variabilité inter-expert. Elle résulte des
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différences d’expertise et d’interprétation entre les multiples experts qui doivent souvent
s’accorder à une seule vérité-terrain (ground-truth) par image uniquement. Enfin, le ou les
annotateurs peuvent être influencés par des informations annexes, comme des hypothèses
pré-existantes sur une certaine pathologie ou encore des rapports médicaux apportant des
connaissances supplémentaires sur un ou plusieurs patients. Pour limiter cette variabi-
lité liée aux experts, des méthodes basées sur l’apprentissage semi-supervisé peuvent par
exemple être employées [11]. En imagerie volumétrique, les experts peuvent ainsi annoter
manuellement une coupe pour chaque patient du jeu de données et utiliser ce type de
méthode pour étendre l’annotation aux autres coupes. Cependant, il reste nécessaire de
vérifier et corriger ces segmentations extrapolées.

(a) (b)

Figure 1.3 – Illustration du a) biais de sélection lié au manque de données et du b)
décalage de domaine. Pte(X) représente la distribution d’entraînement, et Pte(X) la dis-
tribution test ou cible. Dans les deux cas, la distribution d’entraînement ne correspond
pas à celle de test. Adapté de [4].

1.3.3 Décalage de données

Le décalage de données (data mismatch), illustré en Fig. 1.3, représente la situation où
les conditions d’entraînement et de test sont significativement éloignées. Cette différence
implique alors une dégradation des performances ainsi qu’un manque de robustesse des
modèles sur ces données de test. En pratique, cette limitation est particulièrement présente
car les images rencontrées en contexte clinique sont souvent beaucoup plus variables que
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celles rencontrées lors du développement du modèle [4].

La première origine du décalage de données, mentionnée en section 1.3.1 et représenté
en Fig. 1.3a, est le biais de sélection. À cause de leur rareté ou d’un manque d’hétéro-
généité, les données sélectionnées pour l’entraînement ne représentent seulement qu’une
partie de la distribution de test. Ce problème souligne le besoin en robustesse des modèles,
car au-delà du manque de données, il n’existe aucune manière de s’assurer que les don-
nées d’apprentissage soient représentatives de toute la variété anatomique ou pathologique
possible.

La seconde origine est l’écart ou décalage de domaine, illustré en Fig. 1.3b et sou-
vent confondu avec le terme de décalage de données. Dans cette situation, la distribution
d’entraînement diffère de celle de test sans être nécessairement incluse dans celle-ci, et
cela dû à des facteurs extérieurs. Tout d’abord, un modèle entraîné pour une certaine
population peut mal généraliser à d’autres populations, en fonction par exemple de l’âge,
le sexe ou l’origine ethnique. Les variations morphologiques entre ces populations, d’un
point de vue probabiliste, modifient profondément les distributions des images, ce qui
suffit à créer un écart de domaines ; on parle alors de biais de population. Ensuite, les
différences d’équipements et de protocoles cliniques peuvent également créer un décalage
de données. D’un centre clinique à l’autre, les équipements diffèrent, avec des machines
d’acquisition plus ou moins récentes et produites par différents constructeurs, résultant
en une grande variété de contraste, résolution et quantité de bruit différents. Ainsi, même
si ces différences constantes d’apparence ne présentent pas de frein particulier pour le
personnel hospitalier, elles suffisent à détériorer les performances d’un modèle en créant
un décalage de domaines ; on l’appelle biais d’acquisition. De plus, les avancées technolo-
giques dans les mécanismes d’imagerie et leur manière d’acquérir une image permettent
généralement d’améliorer certaines contraintes physiques (temps d’acquisition, résolution,
etc.), créant une « nouvelle » modalité associée à un nouveau domaine. Pour toutes ces
raisons, un même modèle basé apprentissage profond peut donc obtenir des performances
élevées pour un centre et basse pour un autre, malgré un protocole d’acquisition similaire
[12]. Enfin, certaines tumeurs, comme les métastases cérébrales, évoluent très rapidement
et montrent différents stades d’évolution. Ainsi, une acquisition le jour J ou le jour J+3
peuvent mener à deux résultats très variables, modifiant potentiellement leur interpréta-
tion. L’impact d’un traitement modifie également l’apparence de la tumeur, plus ou moins
rapidement. Plus généralement, si la variété des stades d’évolution d’une certaine patholo-
gie n’est pas représentée dans le jeu de données, un décalage de domaine peut apparaître.
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On nomme cette limite le biais d’évolution ou de manifestation d’une maladie.
En parallèle, les différences de prévalence d’une pathologie au sein d’un jeu de données

peuvent aussi biaiser l’apprentissage vis-à-vis des données de test ou de la future utilisation
clinique. Par exemple, pour la prédiction de la survie d’un patient dans le cas d’une
certaine pathologie, un modèle est susceptible d’être influencé par la proportion de patients
ayant survécu parmi les patients disponibles lors de l’entraînement si celle-ci est trop forte
ou faible [13]. On parle alors de déséquilibre de classe, abordé plus en détail dans le cas
de la segmentation en section 1.4.2.

Décalage de données

Décalage de domaines

Biais de
sélection et
manque de

représentativité

Manque de
généralisation et

de robustesse

Manque de données

Biais de population

Biais d'acquisition

Biais d'évolution et de
manifestation

Biais de prévalence

Variabilité intra et
inter-experts

Figure 1.4 – Résumé des différents biais liés aux données découlant du manque et des
décalages de données. Le biais de sélection est souvent induit par le manque de données
et crée un décalage de données.

1.4 Le cas de la segmentation d’images

Dans le cadre de la segmentation sémantique d’images, le contexte applicatif principal
de cette thèse, la conséquence principale des limites évoquées est la dégradation des labels
prédits durant la phase de déploiement du modèle en contexte clinique, face à des données
inédites. Plus précisément, le manque de données et d’annotations réduit la généralisation
tout en augmentant l’incertitude associée aux masques prédits. Les erreurs répétées dues
à la variabilité intra-expert peuvent également biaiser l’apprentissage, sans qu’une perte
de performance n’apparaisse sur le jeu de test, créant un biais non quantifiable sans
une étude de la robustesse du modèle. Le manque de représentativité et le décalage de
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données génèrent des risques similaires. Ainsi, un modèle de segmentation développé pour
un certain centre d’acquisition devra être adapté, dans les cas les plus simples, avec un
réajustement des paramètres (fine-tuning), voire nécessiter un ré-entraînement complet
du modèle, s’exposant alors aux potentiels biais présent dans ces nouvelles données.

En dépit des limitations inhérentes à l’apprentissage statistique, le DL domine lar-
gement le domaine de la segmentation depuis 2015. L’engouement pour ces modèles
s’explique notamment par le succès de l’architecture convolutive U-Net [14], qui a per-
mis des gains très significatifs en performance par rapport aux méthodes de traitement
d’images alternatives de l’époque [15]. Un U-Net, représenté en Fig. 1.5, consiste en un
réseau encodeur-décodeur extrayant de façon hiérarchique des relations de plus en plus
globales dans l’image tout en compressant sa représentation spatiale, à la manière d’un
auto-encodeur [16]. Contrairement à l’auto-encodeur, les cartes de caractéristiques obte-
nues par l’encodeur avant chaque opération d’agrégation (pooling) sont transférées par
concaténation au décodeur. Ces connexions supplémentaires, appelées skip connections,
facilitent la propagation d’information haute fréquence et ainsi l’obtention de cartes de
segmentation précises.

Figure 1.5 – Architecture U-Net standard. Extrait de [14].

La supériorité des U-Net en segmentation vis-à-vis d’autres approches a été démontrée
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dans divers contextes [17], [18]. Leur utilisation à large échelle en imagerie médicale a été
favorisée et démocratisée par de nombreuses victoires à des compétitions de segmentation,
aussi bien à bas qu’à haut régime de données [19] ou encore en présence de décalage
de données [20]. En particulier, une solution de segmentation générique basée U-Net,
nommée nnU-Net (pour no new U-Net), a démontré sa robustesse vis-à-vis de modèles
de segmentation plus spécifiques [21]. Ce framework utilise une architecture U-Net et
optimise, en fonction des données fournies et grâce à différentes heuristiques, plusieurs
paramètres et hyper-paramètres concernant le modèle et le pré-traitement des données.
nnU-Net s’est rapidement imposé comme la baseline de référence en segmentation d’images
médicales [22].

Nous distinguons trois principaux axes de recherche en segmentation d’images par DL,
en fonction que les modifications soient liées 1) à l’architecture du réseau de neurones 2)
à l’optimisation de l’entraînement, et principalement aux fonctions de coût adaptées, ou
3) au traitement de la donnée d’entraînement ou de test par des méthodes d’adaptation
et/ou d’augmentation [23]. C’est ce troisième point qui nous intéresse en particulier dans
le cadre de cette thèse.

1.4.1 Modifications architecturales

De nombreuses variantes des modèles U-Net ont été développés par la communauté
pour s’adapter aux différentes tâches et contextes cliniques [24]. Plus récemment, des mé-
canismes d’attention comme les vision transformers et des approches basées diffusion ont
également été employés en segmentation, sans toutefois montrer une amélioration signi-
ficative dans la plupart des contextes [25]-[27]. Pour le moment, il n’existe aucune règle
générale concernant le type d’approche ayant les meilleures performances pour une tâche
donnée, car aucun gap conséquent n’a été observé [28]. Le choix de nnU-Net de se concen-
trer sur une architecture U-Net standard malgré le nombre de variantes et d’alternatives
souligne l’efficacité et la polyvalence de cette architecture [18]. Ce choix réduit également
l’intérêt du développement d’architectures plus complexes pour les situations génériques.

1.4.2 Fonctions de coût

En segmentation d’organes comme de tumeurs, plusieurs fonctions de coût sont com-
munément employées. La plus utilisée est l’entropie croisée (cross-entropy) et représente
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la classification de l’ensemble des pixels ou voxels d’une image [29] :

LCross-entropy = −
∑

i

[gi log(pi) + (1 − gi) log(1 − pi)] (1.1)

où pi et gi représentent la prédiction et la vérité-terrain associés au pixel ou voxel i.
Elle mesure ainsi la dissimilarité entre la distribution prédite par le modèle et la vérité-
terrain. Cette fonction de coût pondère autant les pixels de chaque classe. Cependant,
dans le cas de la segmentation tumorale, les tumeurs représentent généralement une très
faible proportion des pixels ou voxels des images, créant un déséquilibre de classe. Cela
peut affecter les algorithmes d’apprentissage classiques qui, entraînés sur de telles données,
ont tendance à prédire la classe majoritaire, soit les pixels ou voxels non tumoraux, au
détriment de la minoritaire. Cette prédominance amène donc à des faux négatifs, c’est-
à-dire à la non-détection de certaines tumeurs, ce qui est critique en routine clinique.
Pour résoudre ce déséquilibre (sans distinguer faux négatifs et faux positifs), on introduit
souvent une fonction de coût associée au coefficient de Dice [30], [31] :

LDice = 1 − 2 ∑
i pigi∑

i pi + ∑
i gi

(1.2)

avec les mêmes notations. Celle-ci prend en compte la différence spatiale entre les classes
prédites, hors arrière-plan. Afin de pénaliser plus particulièrement les faux négatifs, l’in-
dice de similarité de Tversky peut également être utilisé comme fonction de coût [32],
[33] :

LTversky = 1 −
∑
pigi∑

pigi + α
∑
pi(1 − gi) + β

∑(1 − pi)gi

(1.3)

où α et β sont des poids relatifs associés respectivement aux faux positifs et faux négatifs.
En adaptant ces deux paramètres, la capacité de détection du modèle peut être affinée.

De nombreuses autres fonctions de coût ont été proposées par la communauté en fonc-
tion des défis spécifiques aux tâches ou aux différents jeux de données [34]. Elles sont
généralement rassemblées en trois catégories : celles basées sur les différences de distribu-
tion entre labels comme l’entropie croisée, celles évaluant les recouvrements spatiaux de
prédictions comme le Dice, ainsi que celles se concentrant sur les contours des masques.
Parmi l’ensemble, les plus connues et utilisées restent celles d’entropie croisée et de Dice.
Par défaut, nnU-Net utilise exclusivement ces deux fonctions de coût. Même si ce frame-
work utilise plusieurs heuristiques basées sur les données d’entraînement pour déterminer
certaines caractéristiques de son modèle, les poids relatifs de ces deux fonctions de coût
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Figure 1.6 – Ablations de nnU-Net sur les dix jeux de données du décathlon de la
segmentation médicale [19]. Le retrait des augmentations de données est critique et place
cette ablation derrière toutes les autres. Extrait de [21].
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sont fixes. Cela souligne que dans le cas le plus générique, affiner ou adapter les poids
relatifs à chaque situation, voire ajouter d’autres fonctions de coût, ne semble permettre
que de faibles gains de performance.

1.4.3 Données d’apprentissage

Afin d’uniformiser le format des données et d’encourager la généralisation, les images
sont généralement normalisées et ré-échantillonnées vers un échantillonnage spatial (spa-
cing) cible avant apprentissage. En fonction de la modalité d’imagerie, certaines étapes
comme le fenêtrage ou le retrait des percentiles extrêmes sont également appliquées. Ces
pratiques réduisent les différences de distribution des images sans modifier leur contenu, et
donc sans résoudre les potentiels manques de données, d’annotations ou décalages de don-
nées. Pour cette raison, de nombreuses stratégies ont été développées et sont regroupées
sous le terme d’adaptation de domaine. Il s’agit de l’ensemble des processus permettant
d’ajuster un modèle entraîné sur une distribution source à mieux performer sur une dis-
tribution cible différente. L’adaptation de domaine inclut différentes techniques, comme
la synthèse image-à-image ou encore l’apprentissage par transfert, décrites au chapitre
2. Ces méthodes nécessitent une attention particulière en amont, souvent avec l’entraîne-
ment d’autres réseaux de neurones. Ainsi, elles ne peuvent pas être simplement appliquées
sur les images avant passage dans le réseau de segmentation.

La méthode la plus répandue d’adaptation de domaine est l’augmentation de données.
Elle consiste à créer de nouveaux exemples d’entraînement synthétiques en appliquant des
transformations aux données existantes. Parmi les exemples les plus conventionnels, on
compte l’ajout de bruit gaussien, de flou linéaire, ou encore de rotations de l’image. Cela
permet d’exposer le modèle à une plus grande diversité, et ainsi d’encourager sa capa-
cité de généralisation. Les techniques d’augmentation peuvent par ailleurs être employées
pour capturer l’incertitude liée aux données lors de l’étape d’inférence, en examinant la
robustesse du modèle à des perturbations de l’entrée [35], [36]. Nous discutons plus en
profondeur de méthodes d’augmentation au chapitre suivant, en section 2.2.

En segmentation d’images, l’augmentation de données a montré son intérêt aussi bien à
bas qu’à haut régime de données [37]. Par exemple, au sein de nnU-Net, les augmentations
conventionnelles employées (rotations, changement d’échelle, bruit gaussien, flou gaus-
sien, changement de luminosité et contraste, diminution de résolution, correction gamma
et symétrie miroir) semblent revêtir une importance capitale vis-à-vis de la performance
[21]. En particulier, une large étude ablative, portant sur de nombreux challenges, a été
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conduite pour identifier quels sont les choix les plus critiques entre architecture, optimi-
sation et augmentation [21]. La Fig. 1.6 évalue plusieurs ablations du framework, comme
le retrait des augmentations lors de l’apprentissage. Les retirer dégrade considérablement
les résultats et place cette ablation derrière toutes les autres. En comparaison, les modi-
fications d’architectures ou de fonctions de coût contribuent de manière plus marginale
aux performances. Cela souligne l’aspect critique des augmentations sur les performances
des modèles de segmentation.

Toutefois, l’impact des augmentations conventionnelles risque d’être plus réduit lors-
qu’un fort décalage de données est présent entre les domaines d’entraînement et de dé-
ploiement [38]. L’utilisation d’augmentations conventionnelles n’est alors généralement pas
suffisante pour permettre au réseau d’apprendre efficacement une représentation latente
commune aux modalités. De plus, ces augmentations ont émergé pour l’imagerie natu-
relle afin de rendre le modèle plus robuste aux caractéristiques non pertinentes, comme le
bruit ou le flou. En imagerie médicale, on souhaite également que le modèle soit robuste
à d’autres caractéristiques, comme les artefacts propres aux différentes modalités, ou aux
différences visuelles observées d’un centre clinique à l’autre [39].

1.5 Hypothèses de la thèse

L’augmentation de données conventionnelle, c’est-à-dire issue de traitements simples
de l’image, permet des gains de performance significatifs en segmentation pour une grande
variété de régimes de données. Il semble néanmoins pertinent de penser que des stratégies
d’augmentation plus élaborées et dédiées à l’imagerie médicale permettraient des gains
supplémentaires, en particulier à faible régime de données.

Dans un contexte de segmentation de tumeurs, nous formulons d’une part l’hypothèse
qu’il est préférable de diversifier l’apparence des régions d’intérêt dans une proportion
correspondant à la distribution d’apparence du domaine cible, au lieu d’augmentations
aléatoires décorrélées de cette distribution. Une augmentation ajustable en fonction du
décalage de données rencontré lors du déploiement permettrait ainsi d’augmenter la ro-
bustesse du modèle de manière plus efficace. D’autre part, nous pensons que cette diversi-
fication d’apparence doit être réaliste vis-à-vis des propriétés du domaine cible. Dans cette
optique, les modèles génératifs profonds à bas régime de données offrent une piste tech-
nique prometteuse. Ainsi, nous proposons d’appliquer des transferts réalistes d’apparence
des tissus altérés (c’est-à-dire, une harmonisation) entre les domaines d’entraînement et

36



37

de déploiement.

1.6 Conclusion

Nous avons vu dans ce chapitre les limites récurrentes fréquemment rencontrées en
imagerie médicale, à savoir le manque de données, d’annotations et le décalage de don-
nées. Ces biais ont de multiples origines, liées au processus d’annotation ou encore aux
différences de matériels d’acquisition et de protocoles d’un centre clinique à l’autre. Ils
entraînent principalement des pertes de performances ou de généralisation des modèles,
limitant leur utilisation potentielle en contexte clinique.

Dans le domaine de la segmentation, les changements de fonctions de coût ou de
topologie du réseau peuvent montrer des niveaux de performances variables selon les
situations d’entraînement et les applications. À l’inverse, l’augmentation de donnée, même
conventionnelle, permet une amélioration marquée et constante des performances dans
des régimes de données variés. En intégrant d’autres augmentations plus spécifiques à
l’imagerie médicale, nous pensons pouvoir réduire l’impact des différents biais présents au
sein des données.

Dans le chapitre suivant, nous détaillons différentes méthodes d’adaptation de domaine
existantes et leurs limitations. Dans la suite de ce manuscrit, nous introduirons une mé-
thode d’augmentation de données permettant d’altérer l’apparence des régions d’intérêt
de manière réaliste vis-à-vis du domaine de déploiement.
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Chapitre 2

ADAPTATION DE DOMAINE : MÉTHODES

ET LIMITATIONS

Ce chapitre décrit plusieurs approches d’adaptation de domaine,
notamment à bas régime de données (synthèse, augmentation de
données, transfert de connaissance). En particulier, nous mention-
nons les techniques visant à générer des images réalistes et réduire le
décalage de données, qui sont celles les plus proches des développe-
ments méthodologiques proposés dans cette thèse. Plusieurs de ces
méthodes se fondant sur des modèles génératifs de type réseaux an-
tagonistes génératifs (GAN, Generative adversarial network), leur
principe y est également explicité. Nous évoquons leurs applications
à l’imagerie médicale, ainsi que les limitations des techniques asso-
ciées.

Résumé

L’adaptation de domaine représente l’ensemble des méthodes visant à améliorer la
performance d’un modèle lorsqu’il est appliqué à des données provenant d’un domaine
(ou distribution) cible différent du domaine source sur lequel il a été initialement entraîné
[40]. Les deux domaines sont différents, mais partagent leur contenu ainsi que certaines
caractéristiques (anatomie, présence d’une même pathologie, etc.) tout en variant d’ap-
parence et de style (par exemple montrant des variations de texture ou de contraste
d’une même structure anatomique). Une part importante des techniques d’adaptation de
domaine consiste ainsi à réduire les disparités entre les distributions des données d’entraî-
nement et de test. Cela permet d’améliorer la généralisation, par extension la robustesse
et la performance du modèle, sans modifier la tâche à apprendre. En imagerie médicale,
de nombreux champs de recherche peuvent être associées à de l’adaptation de domaines,
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comme certaines applications basées sur la synthèse image-à-image, la généralisation de
domaines, l’apprentissage par transfert, ou encore l’augmentation de données.

2.1 Synthèse image-à-image et GAN

Figure 2.1 – Schéma de la synthèse image-à-image (I2I). PS(X) et PC(X) représentent
respectivement les distributions source et cible. Le domaine source est alors adapté pour
correspondre à la distribution cible. Il est alors communément appelé domaine pseudo-
cible. Inspiré de [4]

La synthèse image-à-image (I2I, image-to-image) consiste à apprendre une application
(mapping) entre deux domaines d’images source et cible différents. Plus précisément,
chaque élément (pixel ou voxel) des images de la distribution source est traduit dans la
modalité cible, de sorte que les images générées suivent globalement la distribution cible.
Ce type d’approche permet donc de rapprocher deux distributions en générant un nouveau
domaine, souvent appelé "pseudo-cible" (pseudo-target), censé suivre la distribution cible
comme illustré sur la Fig. 2.1.

Les deux domaines peuvent représenter les données d’entraînement et de test, ou bien
plus simplement deux distributions différentes. Dans ce cas, employer une approche d’I2I
peut permettre non seulement de réduire un décalage de domaine, mais aussi de générer
des images suivant une certaine distribution pour d’autres objectifs, par exemple pour
l’augmentation de données. Deux configurations typiques d’approches I2I existent alors
selon la disponibilité des données :

— la synthèse I2I supervisée, lorsqu’il existe une bijection d’un domaine à l’autre,
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c’est-à-dire que chaque image du domaine source est alignée avec une image du
domaine cible. On dira alors que les deux ensembles sont appairés ou alignés, et
on travaillera avec des paires d’images évaluées par un coût de reconstruction de
type norme ℓ1 ou ℓ2. C’est typiquement la configuration d’un modèle pix2pix [41].

— la synthèse I2I non supervisée, lorsque aucun appariement entre les domaines source
et cible n’existe. Ce cas est plus général, car aucune hypothèse sur les données
d’entraînement n’est nécessaire. En revanche, l’optimisation directe avec un coût de
reconstruction est impossible, et des stratégies d’entrainement alternatives doivent
être considérées, comme dans le modèle CycleGAN [42].

En imagerie médicale, la synthèse I2I supervisée est particulièrement adaptée à l’ima-
gerie cérébrale, où les mouvements entre acquisitions sont limités, ou peuvent être rendus
négligeables par recalage [43], [44]. En revanche, la synthèse non supervisée est souvent
considérée pour d’autres localisations, par exemple en imagerie abdominale où les mou-
vements respiratoires des patients empêchent l’alignement fidèle entre modalités [45]. Les
modèles de synthèse I2I les plus souvent considérés en imagerie médicale reposant en
majorité sur les GAN [46], et en particulier des GAN conditionnels comme les modèles
CycleGAN et pix2pix.

2.1.1 Principe des GAN

Les GAN sont une classe de méthodes d’apprentissage profond proposée pour la pre-
mière fois en 2014 [47], [48]. Les modèles basés GAN ont émergé après avoir montré une
capacité de génération de données particulièrement réalistes. Initialement non supervisée
et non-conditionnelle pour l’imagerie naturelle, ce type d’approche a trouvé de nombreuses
applications, y compris en imagerie médicale.

À l’origine, un GAN est constitué de deux réseaux de neurones distincts, appelés le
générateur et le discriminateur. Le générateur cherche à produire des données qui suivent
le plus possible la distribution de données réelles. Il prend en entrée un vecteur de bruit
aléatoire et le transforme en une image synthétique. Le discriminateur, un classificateur
binaire, est entraîné pour différencier les vraies données de celles synthétisées par le géné-
rateur. Ces deux réseaux sont entraînés simultanément dans un jeu compétitif à somme
nulle de type minimax, d’où le terme "antagoniste" [49]-[51]. Chaque réseau cherche à
minimiser sa propre fonction de coût tout en maximisant celle de son adversaire. Ainsi,
au fur et à mesure de l’entraînement, le générateur s’améliore pour produire des données
qui ressemblent de plus en plus à des données réelles, tandis que le discriminateur amé-
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liore également sa capacité à distinguer les vraies données de celles générées. Le processus
s’arrête idéalement lorsque le discriminateur ne parvient plus à distinguer les données
réelles des données générées, montrant donc un taux de réussite de 50%, ou lorsque le
générateur produit des données satisfaisantes suffisamment proches de la distribution des
vraies données. Formellement, on peut définir cet apprentissage avec l’expression suivante
[47] :

min
G

max
D

V (D,G) = Ex∼pdata(x)[logD(x)] + Ez∼pz(z)[log(1 −D(G(z)))] (2.1)

où V (D,G) est la fonction de valeur du jeu minimax, G et D respectivement le générateur
et le discriminateur, x un échantillon de donnée réelle tiré de la distribution de données
réelles pdata, et z un échantillon de bruit tiré de la distribution de bruit pz. On nomme
communément la fonction de coût associée comme étant "adversaire" (adversarial loss).

Figure 2.2 – Schéma comparant le fonctionnement d’un GAN non-conditionnel (en haut)
et conditionnel (en bas). Le générateur G cherche à synthétiser une image réaliste à partir
de bruit ou d’informations, tandis que le discriminateur D cherche à distinguer images
réelles et générées. Inspiré de [41].

Ce principe a ensuite été adapté pour prendre en compte un vecteur d’informations
supplémentaire ou une image avant la génération, avec le GAN conditionnel, présenté en
Fig. 2.2. Dans cette configuration, ces informations sont fournies en entrée du générateur
et parfois aussi du discriminateur, en supplément ou à la place du bruit. Ces informations
peuvent représenter un label cible, afin de générer une sortie associée à celui-ci [52], ou
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encore directement une image, permettant la génération d’une image à partir d’une autre,
avec des architectures profondes et convolutives de GAN [53]. La formule 2.1 devient alors :

min
G

max
D

V (D,G) = Ex∼px(x),y∼py(y)[logD(x, y)] + Ez∼pz(z),y∼py(y)[log(1 −D(G(z|y), y))]
(2.2)

où y représente les informations conditionnelles, suivant la distribution py. Ainsi, de nom-
breuses méthodes de synthèse I2I sont basées sur les GAN, elles seront détaillées dans la
section suivante.

Cependant, l’entraînement direct des GAN montre plusieurs limitations. La plus connue
est l’effondrement des modes (mode collapse), se traduisant par un déséquilibre entre le
générateur et le discriminateur [53], [54]. Idéalement, ces deux entités doivent se déve-
lopper ensemble de manière équilibrée, mais si l’un des deux devient trop puissant par
rapport à l’autre, l’équilibre peut être rompu. Ainsi, si le générateur est trop puissant, il
peut générer certains échantillons (modes) avec précision, mais n’a plus besoin de cou-
vrir l’ensemble de la distribution des données réelles pour tromper le discriminateur. À
l’inverse, si le discriminateur est trop puissant, il peut être capable de repérer facilement
des différences subtiles entre les vrais et les faux échantillons, ce qui conduit le généra-
teur à se concentrer sur quelques modes précis de la distribution des données réelles pour
maximiser ses chances de tromper le discriminateur. Ce biais crée donc un problème de
non-convergence des GAN [54]. De plus, il est difficile, voire impossible, d’observer ces
biais sur les courbes des fonctions de coût. La Fig. 2.3 montre des courbes typiques d’évo-
lution lors de l’entraînement d’un GAN (ici un CycleGAN). Même si ces courbes peuvent
être lissées, elles restent peu informatives.

Pour contrer ce phénomène, des améliorations ont été proposées par la communauté,
notamment en utilisant la distance Wasserstein [55]-[57]. Celle-ci permet de réduire le
risque d’effondrement des modes, tout en améliorant la stabilité et la lisibilité des courbes
représentant l’évolution des fonctions de coût. Cependant, l’amélioration est mince et ce
type de méthode dégrade parfois la qualité des images générées, nécessitant de trouver
un équilibre entre stabilité et qualité [58]. Une alternative consiste à commencer l’entraî-
nement à basse résolution puis à l’augmenter progressivement [59]-[61]. Cet entraînement
multi-échelle permet au générateur de se concentrer sur la structure globale des données
(comme l’anatomie en imagerie médicale) avant d’affiner la génération à haute résolution
avec l’ajout de couches convolutionnelles dédiées. Cependant, l’entraînement est plus coû-
teux et nécessite un plus grand nombre de paramètres à définir en amont (quand changer
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Figure 2.3 – Variation des fonctions de coût lors de l’entraînement d’un CycleGAN. A et
B représentent les domaines source et cible. Les fonctions de coût {D_X,G_X, cycle_X}
sont respectivement les fonctions de coût du discriminateur, du générateur et des images
reconstruites dans le domaine X.

les résolutions, comment ajuster les poids entre les anciennes et les nouvelles couches
convolutionnelles, etc).

De nombreuses modifications des GAN conditionnels ont également été proposées par
la communauté, pour de nombreux cas d’applications, y compris médicales [62]-[64]. Parmi
les évolutions notables, on peut compter l’ajout de mécanisme d’auto-attention (self-
attention) [65]-[67], la combinaison avec un auto-encodeur variationnel (VAE, variational
auto-encoder) [68], nommée StyleGAN et se concentrant sur la texture des images générées
[69]-[71], ou encore l’utilisation d’un espace latent intermédiaire sémantique [72]. Les ap-
proches développées spécifiquement pour la segmentation, comme l’ajout d’un segmenteur
en parallèle du générateur, seront détaillées en section 2.5.

2.1.2 Limite des GANs en imagerie médicale

De nombreuses modifications des GAN conditionnels ont été proposées par la commu-
nauté médicale, pour de nombreux cas d’applications [62]-[64]. En synthèse supervisée, les
modèles pix2pix et pix2pixHD sont les plus connus et employés, calculant une fonction de
coût de norme ℓ1 avec la vérité-terrain en plus d’une fonction de coût adversaire [41], [73],
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Figure 2.4 – Schéma illustrant la notion de cohérence cyclique et la fonction de coût
associée. Une image réelle x ∈ X est fournie au générateur G pour obtenir son équivalent
dans le domaine Y , avant d’être fournie au second générateur F pour reconstruire l’image
x̂ et la comparer avec x. Idem avec y ∈ Y en appliquant les générateurs F puis G. Extrait
de [42].

[74]. Une extension de ce modèle pour l’imagerie volumétrique, appelé vox2vox, permet à
la fois la synthèse I2I et la segmentation en imagerie médicale [75]. Ce type d’approches
est utilisé entre des domaines différents, pour la génération d’images inter-modalité, le
débruitage ou encore la super-résolution [62].

Pour la synthèse non supervisée, une plus grande variété de modèles a été développée
en fonction des applications et des jeux de données. Une partie des approches utilisent
la notion de cohérence cyclique introduite avec le modèle CycleGAN, présenté en Fig.
2.4 [42]. Comme aucune paire d’images de chaque domaine n’est disponible pour l’ap-
prentissage, cette méthode consiste à entraîner deux générateurs conditionnels, le premier
traduisant une image du domaine X à Y et le second dans l’autre sens. Il est alors possible
de reconstruire une image d’origine en appliquant les deux générateurs successivement et
de mesurer la différence entre l’image d’origine et sa version reconstruite. Cette approche
a révolutionné la synthèse I2I et de nombreuses évolutions ont été proposées, notamment
pour l’imagerie médicale [76]-[78]. Les applications étendent celles de la synthèse I2I su-
pervisée, avec par exemple l’harmonisation ou standardisation des centres, décrit dans la
section 2.3.1.

Cependant, la notion de cycle suppose qu’une bijection parfaite existe entre les do-
maines, c’est-à-dire que chaque image d’un domaine possède un unique équivalent dans
l’autre domaine. En pratique et notamment en imagerie médicale, les paramètres d’acqui-
sition des images influent sur le contraste, le bruit et la résolution des images obtenues,
tout en correspondant à une même image d’une autre modalité par exemple. Plutôt que la
cohérence de cycle, un autre type d’approche utilise la représentation latente du contenu
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et/ou du style de chaque domaine, comme proposé avec les modèles UNIT et MUNIT [79],
[80]. Toutefois, en imagerie médicale, certaines modalités montrent du contenu proche
avec des styles très variés, comme entre IRM et TDM par exemple. De plus, les sorties
des réseaux sont moins diversifiées et peuvent ressembler à la "moyenne" du domaine
cible. Enfin, ces modèles, tout comme CycleGAN, apprennent une application mapping
global entre les intensités des deux domaines. Même si cela est acceptable en imagerie
naturelle, cela signifie en imagerie médicale qu’on ne se concentre pas sur la préserva-
tion de l’anatomie ou sur celle des régions d’intérêts comme les tumeurs. Pourtant, ces
dernières revêtent une importance capitale et sont généralement sous-représentées dans
l’ensemble d’entraînement au vu de leur petite taille [81], [82]. Plus précisément, la pro-
portion de chaque type d’image (par exemple saine et tumorale) modifie l’apparence des
sorties, comme illustré sur la Fig. 2.5. Maintenir un équilibre entre ces proportions au
sein des distributions source et cible devient alors crucial pour traduire avec précision ces
régions. Toutefois, comme mentionné en section 1.3.1, cela nécessite des connaissances
préalables de la composition des images de la distribution cible voire de l’ensemble de
test, ce qui reste un problème ouvert en leur absence. Pour contrer cette limite, certains
modèles d’I2I génèrent et segmentent directement l’image source, se rapprochant donc de
la segmentation inter-modalité. Ces approches seront détaillées en section 2.5.

Figure 2.5 – Variation de l’apparence des images générées par CycleGAN entre IRM
Flair et T1 en fonction de la proportion d’images tumorales dans le domaine d’arrivée,
pour une image (a) saine et (b) tumorale. La proportion de ces images dans le domaine
source est de 50%. Extrait de [82].
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Bien que les GAN favorisent des sorties réalistes, de nouveaux paradigmes génératifs
basés sur d’autres approches émergent également. En imagerie médicale, on observe par
exemple de nouvelles approches basées sur l’apprentissage contrastif [83], [84], les architec-
tures de vision transformer [85], [86], ou encore sur la diffusion stable [87], [88], chacune
couplée ou non avec des fonctions de coût adversaires.

Toutefois, la plupart des méthodes existantes de synthèse I2I restent basées sur les
GAN [38], [40]. En plus ou en conséquence des limites précédemment évoquées (notam-
ment les problèmes de convergence), un aspect souvent négligé est la grande variabilité
des résultats et la difficulté à reproduire les sorties [89], [90]. En effet, un même mo-
dèle entraîné plusieurs fois avec les mêmes données et paramètres de manière strictement
identique peut ensuite générer, pour une même image, des textures et formes différentes.
Pour contrer cela, il est courant de conserver le modèle le plus performant parmi plusieurs
entraînements [91]. En parallèle, dans la configuration non supervisée, il existe peu de
métrique reconnue pour l’évaluation de la qualité ou de la diversité des images générées
par des GAN [91]. En pratique, les échantillons générés sont soit jugés qualitativement
et donc subjectivement, soit employés pour une autre tâche en aval, en comparaison avec
des données réelles afin de quantifier leur réalisme. Dans les deux cas, ces pratiques ne
sont pas satisfaisantes en raison de leur nature non reproductible, c’est-à-dire de l’aléa
induit par les ré-entraînements variables. Ainsi, dans le cas non supervisé, il reste parti-
culièrement complexe d’évaluer à quel point les images générées sont proches des images
réelles du domaine cible. Le décalage de domaine est potentiellement réduit mais toujours
présent, ce qui peut encore affecter les performances des modèles en aval [81], [82].

2.2 Augmentation de données

L’augmentation de données, abordé en section 1.4.3, est une des approches les plus
simples et efficaces pour améliorer la généralisation et la robustesse d’un modèle, peu
importe le nombre de données disponibles. Pour cela, les images sont modifiées artifi-
ciellement afin d’étendre le jeu de données d’entraînement pour confronter le modèle à
un éventail plus large de scénarios tout en couvrant différentes caractéristiques d’images,
comme illustré schématiquement sur la Fig. 2.6. Un modèle peut ainsi être entraîné avec
différentes versions d’une même image, ce qui l’encourage à prédire le même résultat in-
dépendamment des perturbations appliquées. On dira alors qu’un modèle devient robuste
ou invariant à certaines variations ou caractéristiques. Cela permet également de réduire
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le sur-apprentissage.

Figure 2.6 – Augmentation de données de manière schématique. L’augmentation de
données vise à améliorer la généralisation, et par extension la robustesse d’un modèle, en
générant des variations des images d’origines. Parmi les augmentations les plus conven-
tionnelles, les images augmentées suivent très rarement la distribution de test. Inspiré de
[4]

Selon les situations et en adaptant les paramètres d’augmentation, elles peuvent éga-
lement encourager à réduire ou corriger un déséquilibre de classe [92]. Pour cette raison,
de récentes démarches visent à développer les augmentations de données, notamment en
imagerie médicale avec le challenge BraTs 2023, proposant une tâche d’augmentation à
modèle fixé 1. À l’inverse des approches traditionnelles où les participants proposent un
modèle, cette initiative encourage à recentrer les recherches sur les données elles-mêmes
afin de quantifier les potentiels gains obtenus grâce aux augmentations.

2.2.1 Augmentations sans apprentissage profond

Ces méthodes ont tout d’abord émergé pour l’imagerie naturelle, où les données dis-
ponibles présentent souvent une grande variabilité en termes d’éclairage, de fond, d’orien-
tation, de bruit, etc. En enrichissant par exemple les données d’apprentissage avec des
altérations d’intensité ou de flou, de nouvelles images sont générées de manière réaliste.
Celles-ci représentent alors les variations potentielles rencontrées en conditions réelles.
Parmi ces augmentations, on compte par exemple la rotation, l’effet miroir, les variations
d’intensité ou de contraste, la correction gamma, l’ajout de bruit (gaussien ou autre),

1. https://www.synapse.org/#!Synapse:syn51156910/wiki/622358
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l’ajout de flou, le changement de point de vue (zoom ou crop), les changements de résolu-
tion via interpolation, ou encore la dégradation de la résolution [14], [93]. La plupart de
ces altérations ont un coût particulièrement faible, car elles sont appliquées via des opéra-
tions matricielles élémentaires très rapides sur carte graphique (GPU, graphics processing
unit). Avec des paramètres aléatoires, elles permettent de générer un nombre infini de
scénarios d’augmentations différents.

En plus de ces transformations élémentaires traditionnelles, l’augmentation mix-up a
été particulièrement étudiée en raison de son très faible coût [94]-[96]. Elle consiste en la
combinaison linéaire convexe de deux données réelles (x1, x2) ainsi que leurs étiquettes
(y1, y2) selon un scalaire λ ∈ [0, 1] :

x = λ ∗ x1 + (1 − λ) ∗ x2

y = λ ∗ y1 + (1 − λ) ∗ y2
(2.3)

Les annotations ne sont alors plus binaires, encourageant le modèle à apprendre une fonc-
tion plus douce entre les étiquettes, ce qui peut conduire à une meilleure généralisation.
Lors de la phase d’inférence sur image réelle, on applique généralement un seuil pour
convertir ces prédictions continues en labels binaires.

D’autres méthodes proviennent également de l’imagerie naturelle, comme la déforma-
tion élastique. Cela consiste en une déformation sans contrainte, en comparaison avec les
déformations affines traditionnelles [97], [98]. On peut ainsi modéliser facilement l’évo-
lution d’une tumeur en la déformant et la grossissant artificiellement [99]. Sans effort
particulier, les images générées peuvent manquer de réalisme [100]. Afin de s’assurer de la
synthèse d’une image la plus cohérente et réaliste possible, l’application d’une fonction de
déformation difféomorphique est à privilégier [101], [102]. De cette manière, la topologie
de l’image est préservée tout en s’assurant de la continuité de l’image sans création d’ar-
tefacts. Ce type de déformation apparaît également dans plusieurs méthodes de recalage
[103], [104]. Certains travaux ont également montré que des déformations non réalistes
et intenses, modifiant beaucoup l’apparence des images d’origine, peuvent améliorer les
performances, tout en améliorant la robustesse du modèle [105].

La dernière variation parfois employée en imagerie médicale est l’occlusion : une partie
de l’image est remplacée par une valeur fixe d’intensité ou du bruit [106], [107]. Cela permet
de rendre le réseau plus robuste aux occlusions ou aux artefacts cachant une partie de
l’image, tout en encourageant le réseau à ne pas apprendre des motifs trop simplistes. On
peut également décorréler la prédiction du réseau vis-à-vis de certaines zones, lorsqu’un
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biais lié à une zone précise des images est présent au sein des données.
Même si l’ensemble de ces méthodes est globalement bénéfique pour les modèles, ces

transformations sont simplistes et majoritairement issues de l’imagerie naturelle, ne re-
présentant donc pas les variations traditionnellement observées en imagerie médicale [39].
Afin d’être plus spécifique aux contraintes et aux différentes modalités de l’imagerie mé-
dicales, des augmentations spécifiques ont été développées, souvent basées sur les GAN.

2.2.2 Augmentations basées GAN

Grâce à leur capacité générative, les GAN peuvent être entraînés sur des images mé-
dicales pour générer des échantillons adaptés à une modalité ou une pathologie spécifique
[100], [108]-[111]. Ainsi, certaines méthodes utilisent les GAN pour de l’inpainting de pa-
tient ou de tumeur [64]. Cela consiste en l’occlusion d’une partie ou de l’image entière,
avant l’emploi d’un modèle pour recréer cette partie de manière cohérente et réaliste. Il
est alors possible de générer des tumeurs dans des images saines [112], illustré sur la Fig.
2.7, ou encore de re-synthétiser la tumeur d’une image vers une autre tout en ajustant
l’anatomie de l’image cible [113]. Ces techniques diffèrent des méthodes de transfert de
style, où l’on cherche à appliquer le style d’une image sur une autre sans modifier son
contenu [114]. Une application est par exemple la simulation d’artefacts réalistes au sein
des images d’entraînement [115], [116]. Dans ce cas précis, en plus de rendre le modèle
plus robuste, cela peut permettre de résoudre un décalage de domaine dû à un plus grand
nombre d’artefacts rencontrés en routine clinique qu’en entraînement.

De plus, les méthodes d’I2I peuvent également être utilisées pour l’augmentation de
données [117], [118]. La synthèse I2I peut en effet être considérée comme du transfert de
style, couramment employée pour l’augmentation de donnée. Ensuite, comme mentionné
en section 2.1.2, l’intérêt de l’I2I en synthèse inter-modalité est souvent observée sur une
tâche en aval telle que la segmentation, en raison du décalage de domaine ou du manque
d’annotations par exemple. Dans ces cas, la génération d’images et leur utilisation pour
l’entraînement du modèle en aval peut être considéré comme de l’augmentation de donnée.

2.2.3 Augmentations basées autre que GAN

Au-delà des nombreuses approches fondées sur les GAN, quelques autres méthodes
existent. Parmi elles, les méthodes utilisant un atlas permettent d’établir des connais-
sances préalables sur la variabilité anatomique et tumorale des patients pour ensuite
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générer des variations réalistes des images réelles [119]. On remarque également quelques
méthodes de recalage employées pour l’augmentation de données [111]. Celles-ci ne per-
mettent cependant pas de générer de nouvelles données réalistes, mais ont tout de même
montré leur intérêt pour l’amélioration des performances et de la généralisation.

Figure 2.7 – Schéma illustrant une méthode d’inpainting de tumeur sur images saines.
Plusieurs générateurs établissent la forme de l’œdème et de la tumeur nécrosée, avant
d’occulter la partie correspondante de l’image et d’utiliser l’inpainting pour synthétiser la
tumeur complète. Extrait de [112].

Dans cette même dynamique, certains se sont concentrés sur l’optimisation des tech-
niques conventionnelles d’augmentation sans chercher à les adapter [120]-[122]. Ces mé-
thodes, bien qu’optimale vis-à-vis des augmentations traditionnelles, nécessitent un temps
d’entraînement particulièrement élevé, en raison du nombre de configurations à tester, et
ce malgré les efforts pour diminuer ce temps. Ensuite, la différence entre deux configu-
rations peut être très minime et non significative. De plus, la mise à jour des poids d’un
modèle avec de nouvelles données sous-entend d’optimiser à nouveau ces augmentations.
À l’inverse, d’autres choisissent de déterminer une fois pour toutes les paramètres des
augmentations conventionnelles à utiliser, puis de fixer ces paramètres. C’est le choix ef-
fectué par nnU-Net comme présenté en section 1.4 [21]. Vis-à-vis des performances de
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la seconde approche à de nombreux challenges et du coût calculatoire de la première, la
seconde approche semble être à privilégier.

2.2.4 Limites

L’ensemble des méthodes décrites permettent d’augmenter les performances, ou en-
core, dans certains cas précis, de réduire le nombre de données nécessaires à l’entraînement
sans dégrader les résultats, voire en les améliorant [123]. Cependant, les approches n’utili-
sant pas d’intelligence artificielle montre une amélioration limitée des performances, tandis
que celles basées DL reposent généralement sur de grands ensembles de données d’entraî-
nement pour permettre au générateur et au discriminateur d’apprendre la diversité de
la distribution des données. Lorsque ces données sont disponibles, un modèle entraîné
sans augmentation coûteuse peut déjà être suffisamment performant. Dans ce cas, l’uti-
lisation de ces augmentations, si elle est bénéfique, permet une faible amélioration, pas
nécessairement significative. À l’inverse, dans les scénarios où peu de données sont dis-
ponibles, ces techniques manquent généralement de robustesse. De plus, l’ensemble des
limites induites par les GAN, comme l’effondrement des modes ou la perte de stabilité,
restent présentes dans les augmentations associées. Enfin, en présence d’un décalage de
données, la plupart de ces méthodes s’effondreront, car elles visent à générer des images
suivant la distribution des données d’entraînement. Si la distribution des données de test
ou des données obtenues en utilisation clinique diffèrent, l’augmentation écarte davantage
les deux distributions.

2.3 Autres domaines assimilés à l’adaptation de do-
maines

Même si nos travaux se concentrent principalement sur la synthèse d’images pour
l’augmentation de données, d’autres stratégies d’adaptation de domaine ont été proposées
par la communauté. Par souci d’exhaustivité, nous présentons ici les paradigmes et les
méthodes en généralisation de domaines (DG, domain generalization), harmonisation de
données, apprentissage par transfert (TL, transfer learning) ainsi que leurs limites. Nous
présentons également l’auto-supervision, qui sera utilisé dans ce travail.
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2.3.1 Généralisation de domaines et harmonisation de données

La DG vise à former un modèle sur un ou plusieurs domaines de manière à ce qu’il
puisse fonctionner efficacement sur des domaines non observés pendant la phase d’en-
traînement, comme illustré sur la Fig. 2.8. Le principal enjeu est alors d’assurer que les
modèles soient suffisamment flexibles pour s’adapter à de nouvelles situations, tout en évi-
tant d’être trop spécifiques aux données initiales. Pour cela, il doit apprendre à extraire
des caractéristiques propres au contenu des images, et ce indépendamment du style de
celles-ci. Sa capacité à bien généraliser à de nouveaux domaines non observés dépend en
grande partie de sa résilience face au décalage de domaines. Lorsque ce décalage est signi-
ficatif entre le domaine source et le domaine cible, il peut compromettre la performance
du modèle, rendant ainsi la DG particulièrement difficile. À l’inverse, une bonne gestion

Figure 2.8 – Cas typiques de généralisation de domaines et d’harmonisation de données.
Dans le second cas, les images "pseudo-cibles" représentent les images générées par le mo-
dèle d’harmonisation. Échantillons extraits des jeux de données PACS et CHUK, inspiré
de [124].

du décalage de domaines favorise une généralisation plus robuste, permettant au modèle
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de maintenir sa performance malgré les différences entre les distributions. Ainsi, ce type
d’approche est à évaluer et à adapter au cas par cas, afin de s’assurer de l’efficacité trans-
versale du modèle sur les différents domaines. Dans les contextes où la DG échoue, il est
possible d’employer des modèles d’harmonisation de données. On cherche alors à rendre
les différents ensembles de données plus proches et ressemblants, c’est-à-dire à rapprocher
les distributions, afin de considérer les données de chaque distribution comme similaires
et non hétérogènes. L’enjeu central est d’assurer que les variations inhérentes à chaque
source de données n’introduisent pas de biais lors de l’entraînement du modèle. Cette
étape est cruciale, notamment dans les contextes où le modèle n’arrive pas à généraliser
aux domaines, par exemple dû à l’origine multi-centrique des données ou à leur faible
nombre dans chaque sous-ensemble.

En DG, on distingue deux situations : lorsque le modèle est entraîné sur un ou plu-
sieurs domaines sources. Le premier cas revient à rendre le modèle robuste aux outliers,
aux images suivant une autre distribution que celle vue à l’entraînement. Pour cela, on
peut par exemple utiliser de l’augmentation de données avec des fonctions de coût de
reconstruction de type norme ℓ1 ou ℓ2. Dans le second cas, un plus grand nombre de
méthodes existe [124], [125]. En imagerie médicale, certaines cherchent à aligner les carac-
téristiques extraites par un encodeur au sein de l’espace latent en fonction du résultat à
prédire [126]. Il est alors possible d’utiliser des techniques de démêlage des caractéristiques
(feature disentanglement) pour séparer les différentes informations au sein des caractéris-
tiques latentes. D’autres méthodes visent à utiliser des notions de méta-apprentissage en
considérant un des domaines sources comme étant le jeu de méta-test et les autres comme
les jeux de méta-entraînement, afin de simuler le décalage de domaine [127]. Au vu de
la grande variété d’approches possibles, le.a lecteur.trice intéressé.e peut s’intéresser aux
différentes reviews du sujet [124], [125]. Cependant, les performances de ce type d’ap-
proches en imagerie médicale sont encore particulièrement limitées. Les domaines annotés
sont généralement rassemblés pour créer un seul ensemble d’entraînement hétérogène,
sans tenir compte des écarts potentiels entre les domaines. De manière assez surprenante,
des résultats équivalents à l’état de l’art ont parfois été observés lorsqu’un grand nombre
d’images sont disponibles à l’entraînement [21], [126], [128]. Avec peu de données dans
chaque domaine, comme c’est le cas lorsque quelques données issues de plusieurs centres
sont rassemblées, ces approches montrent des résultats encore assez décevants comparés
à un modèle considérant toutes les données comme homogènes.

Il est également possible d’aligner non pas les caractéristiques latentes des images, mais
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directement leur représentation dans leur espace d’origine, ce qui définit l’harmonisation
de données. La standardisation ou la normalisation peuvent déjà être vu comme des
méthodes élémentaires d’harmonisation, en unifiant la représentation mathématique des
données, par exemple en les rendant respectivement centrées et réduites dans le cas de
la standardisation z-score. Ces méthodes simplistes ne réduisent cependant pas les écarts
de distributions trop importants, comme ceux typiques de l’imagerie médicale. Pour cette
raison, d’autres techniques ont été développées, par exemple des approches statistiques
comme ComBat [129]-[131], ou encore basées apprentissage profond [132], [133]. Parmi
celles-ci, la plupart se basent sur des modèles I2I pour du transfert de style, et donc de
domaines [134]-[137].

Bien que la DG offre des solutions prometteuses pour traiter les disparités inhérentes à
l’imagerie médicale, celles-ci doivent être mises en œuvre avec précaution pour garantir la
fiabilité et la pertinence des résultats obtenus. Par exemple, les méthodes de DG supposent
que chaque domaine est homogène et équilibré. Cette hypothèse est souvent peu respectée
en imagerie médicale, y compris au sein d’une même modalité, comme vu en section
1.3.1 et 1.3.3 à cause de la représentativité des données et de la multitude d’origines des
décalages de domaines. L’harmonisation des données peut alors atténuer ces variations
et rendre les domaines sources plus homogènes, mais cela engendre parfois une perte
d’informations spécifiques à un domaine ou l’altération d’un autre. De plus, un nombre
suffisant (et souvent important) d’images dans chaque domaine est nécessaire pour pouvoir
caractériser le style du domaine afin d’en extraire le contenu uniquement, en DG comme
en harmonisation de données [124], [125]. Lorsque ce nombre est trop faible, on se tourne
généralement vers le TL ou les modèles performant avec peu de données.

2.3.2 Apprentissage par transfert et auto-supervision

Le TL vise à geler puis réutiliser un modèle déjà entraîné (ou une partie de celui-
ci) pour une certaine tâche et à l’appliquer à une tâche différente. On distingue alors
deux approches : avec et sans ajustement fin des paramètres (ou fine-tuning) [139]. Cette
technique consiste à utiliser les poids du modèle entraîné comme initialisation avant un
nouvel entraînement pour la tâche voulue. Ces poids étant déjà performants selon un an-
cien objectif, on suppose que cette initialisation est plus proche des poids finaux qu’une
initialisation classique (fixée ou aléatoire par exemple). Cela permet alors de bénéficier
de cet ancien entraînement, en affinant les poids pendant moins d’époques qu’un entraî-
nement complet. Ce type d’approche est également employé dans les contextes où peu
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Figure 2.9 – Schéma illustrant une méthode de TL. Après l’apprentissage d’un CNN sur
ImageNet, tous les poids sont gelés, à l’exception des dernières couches fully-connnected
qui subissent unfine-tuning sur les données de la tâche cible. Extrait de [138].

de données sont disponibles. En effet, si les deux tâches sont suffisamment proches, un
fine-tuning avec ces quelques données permet parfois d’obtenir un modèle performant et
robuste sans risque de sur-apprentissage [139]. Il est également possible de réutiliser une
partie d’un modèle, typiquement un encodeur, sans affiner ses poids et en les gardant fixés.
L’encodeur est alors employé comme extracteur de caractéristiques pour un second mo-
dèle, un classificateur par exemple, ou pour définir une fonction de coût ou une métrique
pour une grande variété de tâches, comme la Fréchet inception distance [140]. Ainsi, avec
ou sans ajustement fin, des encodeurs entraînés sur de gros jeux de données, typiquement
issus de l’imagerie naturelle comme ImageNet [141], peuvent être employé dans l’imagerie
médicale [142], comme illustré en Fig. 2.9.

Que ces poids soient gelés ou non, il existe un grand nombre d’approches permettant
un transfert. D’une manière plus générale, on parle de transfert de connaissance (know-
ledge transfer), même si les deux expressions sont confondues par abus de langage. Parmi
elles, on trouve par exemple le paradigme enseignant/élève, initialement proposé pour la
distillation de connaissance (knowledge distillation) afin de réduire la taille d’un réseau en
entraînant un petit modèle et en bénéficiant d’un modèle plus grand initialement entraîné
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[143]. Cette approche consiste à entraîner un modèle dit "enseignant", à le tester sur des
données non-annotées, puis à utiliser ces prédictions pour le nouvel entraînement d’un
modèle dit "élève". L’élève bénéficie alors des connaissances apprises en amont, et devient
à son tour enseignant pour un nouvel entraînement d’un élève. Cette technique, appelée
auto-entraînement (self-training), permet d’améliorer itérativement les performances. On
peut également adapter ce paradigme directement aux données de test, dans le cadre d’un
apprentissage transductif (transductive learning). Cependant, si les labels prédits par l’en-
seignant sont trop bruités voire complètement faux, l’erreur sera potentiellement répétée
par l’élève, détériorant alors les performances à chaque itération [144]. Certains proposent
alors de considérer directement les masques comme inexacts ou encore d’affecter un score
de pertinence aux prédictions, afin d’exclure les plus bruitées d’entre elles [17], [145], [146].

Par extension, l’auto-entraînement a été élargi à l’apprentissage non-supervisé ; on
parle alors d’auto-supervision (self-supervision ou self-supervised learning) [147], [148].
Avant l’entraînement, des pseudo-labels pour les données non annotées sont générées,
permettant au modèle "enseignant" de s’entraîner à les prédire. Ainsi, cet entraînement
préalable peut bénéficier au modèle "élève", qui apprendra la tâche cible. Cette approche se
développe particulièrement récemment en imagerie médicale, notamment afin d’exploiter
pleinement les données non annotées disponibles, en apprentissage semi-supervisé par
exemple [149], [150].

Assez récemment également, de nouveaux modèles entraînés sur des millions d’images
naturelles et des milliards de masques visent à segmenter n’importe quelle image sans
aucun fine-tuning, comme le modèle SAM (Segment anything model) [151]. Cette tâche,
appelée zero-shot transfer, est permise grâce à la quantité d’images variées vues à l’appren-
tissage. Même si son utilisation directe pour l’imagerie médicale semble limitée, comme
illustré sur la Fig. 2.10, cette initiative montre qu’avec suffisamment d’exemples variés,
un même modèle peut segmenter avec pertinence des images très différentes, y compris en
imagerie médicale [105]. Cela ouvre donc la voie à la création de jeux de données larges,
multi-modaux et multi-pathologies [152], [153].

D’une manière générale, les approches de TL sont sujettes au manque de cohérence
entre images naturelles et médicales. En effet, l’écart entre ces deux ensembles étant consé-
quent, le bénéfice du premier entraînement est souvent limité voire complètement absent
[155], [156]. Même sur des tâches similaires en imagerie naturelle, le TL montre parfois
des performances plus basses qu’un ré-entraînement complet, avec des scores plus élevés
et moins variables en initialisant les poids de manière aléatoire [147], [157]. D’un point
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Figure 2.10 – Scores de segmentation entre des approches traditionnelles et SAM dans
diverses modalités et applications. Extrait de [154].

de vue mathématique, cela est probablement dû à un minimum local atteint proche des
poids du transfert avec un taux d’apprentissage (learning rate) trop faible. De plus, le
personnel hospitalier peut percevoir ces modèles avec scepticisme, car il est intuitif de
considérer qu’un réseau formé pour reconnaître des caractéristiques d’imagerie naturelle
pourrait mal s’adapter à la complexité et à la spécificité de l’imagerie médicale. Ces ap-
proches peuvent donc entraver la confiance des professionnels de santé envers les résultats
fournis par ces modèles.

En l’absence d’annotations, l’auto-supervision permet également d’apprendre une re-
présentation des données dans un espace sémantique pour initialiser des poids avant un
entraînement avec un objectif défini [158], [159]. Toutefois, ce type d’approches étant
un sous-cas du TL, elles nécessitent souvent un grand nombre de données pour le pré-
entraînement.

2.4 Entraînement avec peu de données

De manière transverse à plusieurs champs de la vision par ordinateur, dont l’adap-
tation de domaine, de nouveaux paradigmes ont émergé pour traiter les situations où
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le nombre de données d’entraînement est limité. En effet, en imagerie médicale et par
exemple pour les maladies rares, il est souvent complexe d’obtenir de gros jeux de don-
nées. Ainsi, les méthodes dites few-shot se concentrent sur quelques images uniquement
pour apprendre des motifs généralisables parmi celles-ci. Même si les performances sont
souvent moins élevées qu’un modèle plus traditionnel entraîné avec plus de données, ce
champ de recherche est de plus en plus étudié pour répondre au manque de données.

Le risque principal est naturellement de sur-apprendre de ces quelques données. Cer-
taines techniques permettent de réduire ce risque, par exemple en diminuant le champ
réceptif du modèle (receptive field) [160]. Il s’agit de la taille de la région d’entrée qui
affecte la sortie d’un neurone donné. Le champ réceptif d’un encodeur représente donc le
nombre de pixels pris en compte dans le calcul d’une feature de sortie. Si ce champ est
grand, il capturera beaucoup de contexte dans l’image d’entrée, permettant d’identifier
des structures plus complexes. Les détails fins seront donc au fur et à mesure agrégés,
réduisant leur importance et augmentant le risque de sur-apprentissage. À l’inverse, un
petit champ réceptif permet de prendre en compte des détails plus fins, plus localement
et donc avec moins de contexte, diminuant ce risque. Il est possible de réduire ce champ
de plusieurs manières : en diminuant la profondeur du réseau, en augmentant le pas de
convolution (stride), ou encore en réduisant la taille des noyaux de convolution [160].
Ainsi, la capacité d’apprentissage du modèle est réduite, limitant le sur-apprentissage. Si
le champ réceptif est trop réduit, le modèle risque cependant de sous-apprendre.

L’apprentissage few-shot a été particulièrement étudié, principalement en imagerie
naturelle, et parfois adapté pour l’imagerie médicale [161]-[164]. Les modèles proposées
exploitent différents paradigmes afin d’apprendre à partir d’un nombre très restreints
d’images. Parmi eux, on compte le méta-apprentissage et le TL, décrite en section pré-
cédente, ou encore les GAN via diverses méthodologies. En effet, les principes de méta-
apprentissage sont approfondis et particulièrement exploités en contexte few-shot, y com-
pris en imagerie médicale [165]. On retrouve, par exemple, des modèles prototypiques
(prototypical networks) visant à regrouper les images dans l’espace latent [166], ou bien
un méta-apprentissage indépendant du modèle et simulant des décalages de données [126],
[167], [168]. En TL, les approches se concentrent sur l’apprentissage de caractéristiques
génériques et leur représentation sur un jeu de données plus grand et diversifié, avant
d’affiner les paramètres pour le petit jeu de données étudié.

Ensuite, de nombreux modèles few-shot voire one-shot (c’est-à-dire apprenant à partir
d’une seule image) sont conçus avec des GAN et leurs évolutions, employant ou non
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quelques techniques du TL. Parmi les modèles one-shot les plus connus, on trouve SinGAN
[169] ou encore One-shot GAN [170]. Le premier apprend à reconstruire l’unique image

Figure 2.11 – Exemples d’applications de SinGAN en imagerie naturelle : génération
aléatoire, paint to image, retouche, harmonisation, super-résolution, animation. Extrait
de [169].

d’entraînement à différentes échelles, en se concentrant sur le style de l’image. Pour cela,
plusieurs GAN sont entraînés successivement à chaque échelle, leur permettant d’être
utilisé indépendamment les uns des autres. Ainsi, avec un unique entraînement sur une
seule image, SinGAN peut réaliser différentes tâches illustrées sur la Fig. 2.11, comme la
génération d’images aléatoire, le paint-to-image ou encore la super-résolution. Cela rend ce
modèle très attractif à bas régime de données mais pas uniquement. SinGAN sera détaillé
plus en détail dans le chapitre 3. Le second, One-shot GAN, vise à dissocier contenu
et réalisme global (incluant la disposition du contenu) au sein du discriminateur. En
rajoutant une régularisation sur le bruit fourni en entrée, la variabilité du générateur est
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améliorée. Celui-ci n’a pour le moment pas été employé dans un contexte médical. En plus
de la réduction du champ réceptif, les autres techniques et approches varient énormément,
utilisant par exemple les a priori de formes au sein de l’imagerie médicale pour employer
des techniques de recalage [119], ou encore plus récemment, des transformers pour de la
diffusion one-shot [171]. Des évolutions de SinGAN ont également été proposées [67], [172]-
[174]. Cependant, ces méthodes n’ont, à notre connaissance, été employées qu’une fois en
imagerie médicale, pour de l’augmentation de données en entraînant un modèle SinGAN
par image [175]. En plus d’être particulièrement coûteux en ressources et clairement sous-
optimal dans la mesure où les connaissances apprises sur une image ne sont pas utilisées
pour les autres, ce type d’approche semble être à bannir.

2.5 Applications types

Les méthodes d’adaptation de domaine trouvent plusieurs applications en imagerie
médicale, notamment pour réduire les écarts présents entre les conditions d’entraînement
et de déploiement. Au-delà des champs de recherche précédemment décrits, plusieurs
contextes précis ont émergé, en fonction de la disponibilité des annotations au sein des
données.

Tout d’abord, on parle d’adaptation de domaine supervisée lorsque les deux domaines
source et cible sont annotés, généralement avec peu de données disponibles dans le do-
maine cible. Les deux domaines partageant des similarités de contenu, l’utilisation des
données sources en plus des données cibles lors de l’entraînement peut permettre d’obte-
nir de meilleures performances qu’un modèle entraîné directement sur la modalité cible.
Cependant, des labels sont nécessaires pour les deux ensembles de données, ce qui est
particulièrement coûteux.

Ensuite, l’adaptation de domain non-supervisée (UDA, unsupervised domain adapta-
tion)) représente la situation où les données sources et cibles sont respectivement annotées
et non-annotées. Il est donc impossible d’entraîner un modèle directement sur les données
cibles, et l’utilisation des données sources dans le processus d’apprentissage est nécessaire.
Ce cas est plus général que le précédent car il nécessite moins d’annotations, mais il en
devient plus complexe. L’UDA diffère de la DG car l’apprentissage est spécifique aux
domaines source et cible, alors que seul le (ou les) domaines sources sont nécessaires en
DG, peu importe le domaine cible [124]. Les méthodes de synthèse I2I permettent alors
d’obtenir des données pseudo-cibles plus proches du vrai domaine cible que les données
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sources.
Enfin, l’adaptation de domaine semi-supervisée est un contexte intermédiaire, où une

partie seulement des données cibles sont annotées. La quantité de labels dans le domaine
cible est généralement limitée, marquant la différence avec l’adaptation de domaine su-
pervisée. Il devient alors indispensable de prendre en compte les données non annotées
lors du processus d’entraînement.

En fonction de l’écart entre les domaines, certains termes supplémentaires sont em-
ployés. Plus particulièrement en imagerie médicale, lorsque les domaines représentent
différentes modalités, par exemple en segmentation entre IRM et TDM, on parlera de
segmentation inter-modalité ou segmentation inter-modale (cross-modality segmentation
ou cross-modal segmentation).

Les algorithmes d’adaptation de domaine supervisée peuvent être vus comme un cas
simple de DG, avec deux domaines sources et un domaine cible suivant la même distribu-
tion qu’un des domaines sources. Ainsi, les techniques mentionnées en section 2.3.1 sont
également applicables, notamment à l’aide de synthèse I2I supervisée ou non [40], [176].
Le domaine cible étant connu, il est également possible d’utiliser le TL avec fine-tuning,
comme décrit en section 2.3.2.

Une plus grande variété d’approches ont été proposées pour l’UDA en imagerie médi-
cale grâce au grand nombre de cas d’applications possibles de ces méthodes, mélangeant
des principes issus de tous les sous-domaines mentionnés dans ce chapitre [38], [40]. Ainsi,
les méthodologies types consistent à aligner les caractéristiques extraites des images [177],
ou directement les images via des modèles de synthèse I2I [178], voire les deux [179], avant
d’apprendre la tâche cible en aval. Pour encourager la préservation de certaines struc-
tures d’intérêt, plusieurs travaux proposent de combiner les encodeurs-décodeurs utilisés
dans les modèles d’I2I avec un segmenteur supplémentaire [50], [179]-[185]. Même pour
la segmentation, un second modèle dédié à la tâche cible est souvent entraîné à l’aide
des données pseudo-cibles générées, généralement appelées "pseudo-images", alignées aux
masques du domaine source. Celui-ci peut être entraîné en même temps ou séparément
des autres poids. Ensuite, l’auto-entraînement est également utilisé, afin de bénéficier,
lors de l’apprentissage de la tâche cible, à la fois des pseudo-images associées aux vrais
masques et des images cibles réelles avec des "pseudo-masques" générés par le premier
modèle [38], [186]. Les différentes méthodes présentent cependant les mêmes défauts que
les méthodes d’I2I, à savoir que les résultats sont souvent variables d’un apprentissage à
l’autre, étant donné la difficulté de la tâche. En parallèle, un décalage de données peut
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persister entre données réelles et générées. De plus, les limites habituelles sont présentes,
notamment celles liées à la quantité de données homogènes nécessaires et à la qualité des
annotations. Néanmoins, les algorithmes d’UDA nécessitent des annotations dans un seul
domaine seulement, les rendant plus accessibles pour un grand nombre de situations.

2.6 Conclusion

Dans ce chapitre, nous avons fait un état de l’art couvrant différents aspects de l’adap-
tation de domaine. Un certain nombre d’approches ont montré leur intérêt en amont d’un
modèle de segmentation tumorale. Parmi elles, l’utilisation de GAN permet de générer des
images réalistes, en présence de décalage de données ou non, via les modèles de synthèse
I2I. Ces images bénéficient alors à la segmentation mono-modale en tant qu’augmentation
de données spécifique, ou pour l’UDA face à une situation inter-modalité.

Plusieurs précautions doivent néanmoins être prises. L’apprentissage des GAN est
assez instable, avec plusieurs biais identifiés comme la variabilité des résultats en sortie de
réseau ou l’effondrement des modes. Par ailleurs, les modèles de synthèse I2I nécessitent un
grand nombre de données d’entraînement pour généraliser correctement. Pour ces raisons,
un décalage de données peut alors persister au sein d’une modalité entre images réelles et
générées, notamment au niveau des tumeurs, limitant les performances de la segmentation
en aval.

Dans le chapitre suivant, nous décrivons notre contribution méthodologique consistant
à exploiter une méthode one-shot d’augmentation de données basée sur un modèle GAN
auto-supervisé, visant à élargir la distribution de tumeurs couvertes pour mieux prévenir
le décalage de domaine lors du déploiement.
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Chapitre 3

AUGMENTATION PAR ALTÉRATION DE

CONTRASTE ET HARMONISATION DES

RÉGIONS D’INTÉRÊT

Ce chapitre présente une nouvelle méthode d’augmentation de don-
nées pour la segmentation, axée sur l’altération des régions d’intérêt
(ROI, regions of interest). Nous favorisons l’adéquation de l’appa-
rence des ROI du domaine source d’entraînement avec celle du do-
maine cible de déploiement.
Notre contribution est double. D’une part, nous proposons une stra-
tégie de diversification du contraste des ROI, par des transforma-
tions linéaires tenant compte des particularités du domaine cible.
Nous qualifions cette approche de "naïve", car elle ne permet au-
cune harmonisation réaliste de l’apparence vis-à-vis du domaine
cible. D’autre part, nous proposons une harmonisation réaliste de
ces ROI altérées par l’emploi d’un modèle génératif de type Sin-
GAN, entraîné dans le domaine cible. Nous nommons cette mé-
thode augmentation par mélange génératif (GBA, generative blen-
ding augmentation). Nous évaluons chacun de ces deux aspects de
manière qualitative pour dégager les grands principes qui guident
les choix méthodologiques exposés dans le chapitre suivant, consa-
cré à la solution proposée pour la segmentation de tumeurs cross-
modale en IRM.

Résumé
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Chapitre 3 – Augmentation par altération de contraste et harmonisation des régions d’intérêt

Nous avons vu que le décalage de domaine nuit à la généralisation et la robustesse des
modèles de segmentation. En particulier, les différences entre les ROI observées en phase de
développement et en phase de déploiement risquent d’entraîner des pertes de performance
[187]. Dans cette situation, le manque de variabilité des ROI visibles à l’entraînement, ne
couvrant alors qu’une partie de leur distribution globale, entraîne une sous-représentation
de certaines caractéristiques de ROI. La correction de cette distribution en augmentant
artificiellement les ROI serait donc bénéfique, afin de l’élargir, voire de la rapprocher de
celle des ROI rencontrées en contexte clinique. C’est la raison pour laquelle nous proposons
une méthode d’augmentation de données basée sur l’estimation de la distribution des ROI
en phase de déploiement. Elle diversifie le contraste des ROI afin de réduire le décalage
de distribution par rapport aux données d’apprentissage, et les intègre avec réalisme dans
l’image d’origine grâce à un modèle d’harmonisation. Les détails d’implémentations sont
précisés dans un dépôt GitHub dédié 1.

3.1 Méthode

La méthode proposée est découpée en deux étapes : altération linéaire du contraste
des ROI par mise à l’échelle linéaire de l’intensité des voxels, puis harmonisation réaliste
de l’image altérée avec un modèle génératif SinGAN. Nous considérons que la première
étape constitue une première méthode d’augmentation de données dite "naïve". La mé-
thode complète, appelée augmentation par mélange génératif (GBA, generative blending
augmentation), est une extension de la version naïve.

3.1.1 Méthode naïve

Soient x l’image du jeu d’entraînement contenant une ROI dont on souhaite apprendre
la segmentation, et y son masque de segmentation. Pour altérer le contraste d’une ROI
une fois l’image normalisée dans [0, 1], il suffit de sélectionner un paramètre scalaire λ et
de multiplier l’intensité des voxels de ROI avec cette valeur :

xλ =

x en dehors de y,

λ · x au sein de y
(3.1)

Ainsi, si λ < 1, le signal de la ROI est artificiellement abaissé et devient davantage

1. https://github.com/GuigzoS/crossmodalGBA
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hyposignal, c’est-à-dire plus sombre, par rapport aux tissus environnants. À l’inverse,
λ > 1 la rend davantage hypersignal, c’est-à-dire plus claire. En choisissant soigneusement
les images à augmenter et les valeurs λ, on peut réduire un décalage de domaine entre
diverses caractéristiques de ROI afin de s’adapter aux particularités du domaine cible.

Avec cette augmentation, il devient possible de diversifier le jeu d’entraînement de
manière naïve, dans l’objectif de rendre le modèle plus robuste aux variations d’intensité
des ROI. Cependant, cette augmentation relativement simpliste introduit un changement
brusque de contraste au niveau des contours des ROI altérées.

3.1.2 Modèle SinGAN et méthode profonde

Afin de rendre les contours plus réalistes, mais aussi pour varier la texture et le contenu
de la ROI, un modèle d’harmonisation est ensuite employé. Nous avons choisi le modèle
one-shot SinGAN pour sa capacité à apprendre le style d’un domaine cible à partir d’une
unique image [169]. Son utilisation pour l’harmonisation de ROI définit alors la version
profonde de notre augmentation, GBA, applicable à tout régime de données grâce à son
aspect one-shot.

SinGAN est un modèle 2D multi-échelle. Le réseau se caractérise par sa structure py-
ramidale, composée d’une série de K+1 GAN (Gk, Dk)0≤k≤K où chacun apprend la distri-
bution de l’image à une échelle spécifique. L’échelle k correspond à k sous-échantillonnages
successifs par un facteur r (r < 1 ; notée ↓rk). Ainsi, K fait référence à l’échelle la plus
basse, et 0 à l’échelle d’origine. Avant l’apprentissage, des sous-images (généralement ap-
pelées patchs ou imagettes) sont extraites à chaque niveau, de 0 à K.

L’entraînement de SinGAN, illustré en Fig. 3.1, débute à l’échelle la plus basse K avec
un GAN non-conditionnel (GK , DK) prenant en entrée du bruit gaussien et apprenant la
composition de l’image à cette très faible résolution, de l’ordre de 25 × 25 pixels. DK vise
alors à reconnaître si un patch de cette échelle est généré ou issu de l’image d’origine. Une
fois ce niveau entraîné, les sorties sont sur-échantillonnées par r pour atteindre l’échelle
associée à l’entier K − 1 avant d’être concaténées avec du bruit pour l’entraînement
du GAN conditionnel (GK−1, DK−1). À cette échelle, comme à celles k ∈ [0, K − 1],
le générateur Gk apprend à ajouter les détails typiques de la résolution k afin que ses
sorties suivent la distribution de l’échelle k pour tromper le discriminateur Dk. Ainsi,
avec un sur-échantillonnage par r (noté ↑r) entre chaque niveau pour que les résolutions
correspondent à chaque niveau k, le réseau apprend à reconstruire l’image d’origine en
rajoutant itérativement les détails de plus en plus fins typiques de chaque échelle.
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Figure 3.1 – Apprentissage du modèle SinGAN. Adapté de [169].

L’architecture des différents (Gk, Dk) est identique, avec deux patchGAN composés
de cinq blocs convolutifs de la forme convolution 3 × 3, batch normalisation, LeakyReLU
[41]. Ils sont chacun entraînés durant 2000 époques. Le premier niveau de GAN contient
32 noyaux (kernel) dans chaque sous-bloc. Ce nombre est ensuite multiplié par 2 tous
les 4 niveaux de GAN. Le nombre d’échelles K est déterminé par le facteur r afin que la
dimension de l’image à l’échelle K soit de 25 pixels. Pour éviter le sur-apprentissage, le
champ réceptif, décrit en section 2.4, est également réduit à la taille 11 × 11.

Ce modèle ainsi décomposé en plusieurs niveaux de GAN permet de réaliser différentes
tâches de vision par ordinateur, notamment la super-résolution, la génération d’image non-
conditionnelle ou encore l’harmonisation d’objets. C’est cette dernière application qui est
mise en œuvre au sein de GBA, résumée sur la Fig. 3.2. Nous entraînons donc SinGAN
sur une coupe (ou slice) 2D du domaine de déploiement, contenant une région d’intérêt et
aléatoirement choisie dans le jeu de données. À l’inférence, une fois xλ généré en suivant
la méthode naïve, une échelle k∗ est sélectionnée et les générateurs liés aux échelles plus
fines (Gk)0≤k≤k∗ sont appliqués successivement, avec des sous et sur-échantillonnages afin
que les échelles correspondent :

Gup
k = ↑r ◦ Gk

ψk∗(xλ) = (G0 ◦Gup
1 ◦ ... ◦Gup

k∗◦ ↓rk∗ )(xλ)
(3.2)

Chaque coupe où des ROI apparaissent est alors harmonisée successivement dans le
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plan axial. Les détails liés aux échelles les plus fines sont ajoutées sur les ROI pour
améliorer leur réalisme. Cette étape modifie cependant l’entièreté de l’image alors que
nous souhaitons créer des variations typiques uniquement au niveau des ROI. Pour cela,
le masque binaire y est dilaté et convolué avec un filtre gaussien dans le plan axial. Ce
nouveau masque non-binaire ŷ représente alors un masque de pondération des pixels utilisé
pour fusionner l’image d’origine et l’image augmentée :

ψGBA(xλ, ŷ, k
∗) = ŷ · ψk∗(xλ) + (1 − ŷ) · xλ. (3.3)

Enfin, le volume 3D est reconstruit pour générer l’image altérée par GBA. Ainsi, celle-
ci présente les mêmes caractéristiques anatomiques que l’image d’origine tout en altérant
l’apparence des ROI. Pour la segmentation ou toute autre application, il suffit alors de
mélanger les images altérées par GBA aux réelles au sein du jeu de données d’entraînement
du modèle dédié à la tâche cible.

  

Coupe avec tumeur
Volume sans tumeur

Intensity scaling SinGAN blending

Augmentation naïve

Figure 3.2 – Schéma de GBA illustrée sur un exemple en IRM.

3.2 Contexte de validation et pré-traitement

Le nombre total de paramètres à optimiser est trop élevé pour effectuer un ajustement
complet via une recherche par quadrillage (grid search). Il faudrait en effet déterminer
précisément quelles images augmenter, avec quels paramètres et combien de fois, car une
même image peut être augmentée plusieurs fois avec différents λ ou k∗ par exemple.

69



Chapitre 3 – Augmentation par altération de contraste et harmonisation des régions d’intérêt

Néanmoins, nous évaluons qualitativement les images générées ainsi que les distributions
engendrées, avec et sans notre augmentation. Nous comparons également la qualité de
l’harmonisation à une méthode traditionnelle sans DL : le Poisson blending [188]. Il s’agit
d’une technique de fusion d’images visant à intégrer un élément d’une image source vers
une image cible en créant une transition fluide et la plus réaliste possible entre l’élément et
l’image cible. Elle repose sur la résolution d’une équation de Poisson visant à fusionner les
gradients des deux images en minimisant les variations brusques de gradients au sein de
l’image résultante. Cette technique d’harmonisation, dite de clonage sans couture ("seam-
less cloning"), est utilisé en tant qu’augmentation dans certains contextes de l’imagerie
naturelle comme médicale [189], [190].

Figure 3.3 – Histogramme représentant (a) la distribution des tumeurs du
centre A, (b) la distribution obtenue en augmentant ce centre avec GBA (λ ∈
{0.7, 0.8, 0.9, 1.1, 1.2, 1.3}), et (c) la distribution cible, issue du centre B.

Le jeu de donnée choisi pour ces évaluations est partiellement extrait du challenge
CrossMoDA 2022 pour la segmentation de schwannome vestibulaire. Le jeu de donnée
complet ainsi que le contexte clinique seront décrits en détail au chapitre 4. Les IRMs
étudiées sont pondérées en T1 contrastées (ceT1, contrast-enhanced T1 ) et issues de deux
centres A et B. Le centre A est composé de 105 ceT1 ayant un spacing axial de 0.4 × 0.4
mm2 et un écart inter-slice variant de 1.0 à 1.5 mm. Le centre B fournit 105 ceT1 ayant
une résolution de 0.8 × 0.8 × 1.5 mm3. Les masques de segmentation des tumeurs ont été
labellisés manuellement sur quelques coupes 2D à l’aide des ceT1 et d’images pondérée
en T2 haute résolution (hrT2, high-resolution T2 ). Ils ont ensuite été étendus en 3D à
l’aide d’un logiciel semi-automatique de segmentation. Afin d’harmoniser les formats des
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deux centres, nous avons échantillonné toutes les images vers un spacing intermédiaire
0.6 × 0.6 × 1.0 mm3. Nous avons ensuite extrait une sous-image de taille 256 × 256 × z

centrée sur le cerveau, plus précisément centrée sur la localisation moyenne des pixels
ayant une intensité supérieure au 75ème percentile.

Après pré-traitement, les Fig. 3.3a et 3.3c montrent les distributions des ROI de chaque
centre, ici des tumeurs bénignes, les schwannomes vestibulaires. Ces estimation par noyau
(KDE, kernel density estimation) témoignent du décalage de domaine au niveau des tu-
meurs entre les deux centres. Nous avons notamment observé une variété d’apparence de
tumeurs plus large dans le second centre, à la fois plus hypo- et hypersignal par rapport
au premier. En termes de taille, les tumeurs des deux ensembles étaient relativement équi-
valentes. Sans comparer les textures propres aux deux centres, cet histogramme dénotait
un décalage intra-modalité.

3.3 Résultats

3.3.1 Apports de l’altération de contraste et de l’harmonisation

La Fig. 3.4 compare les images générées à partir d’un patient du centre A, présentée
sur la Fig. 3.4a, par augmentation naïve et par GBA en fonction de diverses valeurs de λ.
GBA est entraîné sur l’image issue du centre B (figure 3.4b) , avec K = 16, k∗ = 3. Pour
chaque λ, le changement de contraste était notable pour les deux augmentations. Ensuite,
en fonction des apparences de tumeur et de la qualité des masques, les contours du masque
de la tumeur étaient souvent visibles sur les augmentations naïves, nuisant au réalisme
global. Plus précisément, plus les valeurs de λ étaient éloignées de 1.0, plus les contours
étaient identifiables à l’œil nu, à cause des gradients irréalistes induits par ces λ. L’apport
de GBA via SinGAN était alors double : il a permis de lisser les contours pour mieux
fondre les tumeurs altérées dans l’image, mais aussi d’adapter la texture de la tumeur de
manière non-linéaire en la diversifiant pour qu’elle soit plus réaliste vis-à-vis du contraste
choisi. Ces variations étaient également plus prononcées dans les cas λ ∈ {0.7, 1.3} que
λ ∈ {0.9, 1.1}.

D’un point de vue distribution, ces augmentations ont permis de modifier la distribu-
tion globale des tumeurs du jeu de données. Par exemple, en augmentant 6 fois chaque
image d’entraînement avec λ ∈ {0.7, 0.8, 0.9, 1.1, 1.2, 1.3} ainsi que les mêmes K et k∗,
nous avons obtenu l’histogramme de tumeurs présenté sur la Fig. 3.3b. Ce dernier a cou-
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vert une distribution plus large de schwannomes, permettant d’entraîner un modèle de
segmentation en aval sur des tumeurs d’intensités et d’apparences plus variables que dans
l’ensemble d’origine.

(a) (b)

Aug. naïve GBA Aug. naïve GBA

Figure 3.4 – Exemples qualitatifs de nos augmentations. (a) image d’origine, (b)
image d’entraînement de GBA, puis résultats naïfs et profonds, respectivement avec
λ ∈ {0.7, 0.9} (hyposignal) à gauche et λ ∈ {1.1, 1.3} (hypersignal) à droite.

Afin de vérifier la cohérence entre les coupes axiales, la Fig. 3.5 présente une coupe
sagittale et coronale issues du même patient que la figure précédente. Comme précédem-
ment, les contours du masque de segmentation étaient visibles après l’augmentation naïve.
De la même manière, l’utilisation de SinGAN a permis de mieux fondre la tumeur. Le
réalisme de l’image générée a donc également été conservé dans ces deux plans, et ce
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même après un apprentissage 2D axial.

(a) (b) (c)

Figure 3.5 – Résultats dans les plans coronaux (ligne 1) et sagittaux (ligne 2) en fonction
de chaque augmentation. (a) image d’origine, (b) image augmentée naïvement (λ = 0.7),
et (c) image augmentée avec GBA.

3.3.2 Expérimentations spécifiques à la méthode profonde

Plusieurs paramètres propres à SinGAN, et donc à GBA, doivent également être sélec-
tionnés avec précaution. Ainsi, à défaut d’un ajustement fin de ces paramètres avec une
recherche par quadrillage, nous avons évalué qualitativement leur impact sur les images
générées.

Influence de l’image d’apprentissage et du choix de l’échelle

Les Tab. 3.6 et 3.7 présentent 4 patients et leurs augmentations en fonction de trois
ré-entraînements de SinGAN avec différents k∗ (à K = 16 fixé, sur deux images du centre
A, "A1" et "A2", et une du centre B, "B1"). Le premier tableau a été obtenu avec λ = 0.7
et le second avec λ = 1.3.

Tout d’abord, les entraînements de GBA A1 et A2 ont montré quelques différences
subtiles, en particulier avec λ = 0.7. Les images générées via A1 ont légèrement amélioré
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Ori k∗ = 2 k∗ = 3 k∗ = 4 k∗ = 5

A1

A2

B1

Table 3.6 – Variations de k∗ et de l’image d’apprentissage, avec λ = 0.7.
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Ori k∗ = 2 k∗ = 3 k∗ = 4 k∗ = 5

A1

A2

B1

Table 3.7 – Variations de k∗ et de l’image d’apprentissage, avec λ = 1.3.
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la netteté, particulièrement lorsque k∗ est haut, alors que l’entraînement A2 a plutôt
eu tendance à ajouter un léger flou réaliste sur certaines parties du schwannome. Dans
ces deux cas, lorsque k∗ < 3, les images générées étaient assez similaires. Cependant,
les différences avec B1 étaient plus visibles. Ce dernier apprentissage a principalement
ajouté du bruit plus ou moins réaliste sur les tumeurs. Cela s’explique par la différence
d’apparence des images issues des deux centres.

Pour les 4 patients, que ce soit avec λ = 0.7 ou λ = 1.3, choisir k∗ = 3 a permis d’amé-
liorer les contours des tumeurs sans particulièrement diversifier le contenu des tumeurs.
Les premières modifications sont apparues à partir de k∗ = 3 puis de manière croissante
lorsque k∗ augmentait. Ainsi, utiliser un grand nombre de couches de SinGAN a permis
de modifier plus profondément les schwannomes. Toutefois, lorsque k∗ était particulière-
ment élevé, par exemple k∗ = 5, nous avons observé des modifications parfois irréalistes
des tumeurs. En effet, les contours du schwannome devenaient plus flous et moins iden-
tifiables. Parfois, des artefacts ont été complètement hallucinés par GBA, éloignant alors
les masques de segmentation des images augmentées.

À ce stade, il est légitime de se demander quelle influence a la coupe choisie au sein
de l’image d’apprentissage. En pratique, nous n’avons observé aucune différence notable
d’un patient à l’autre.

Influence du nombre total de GAN

(a) (b) (c) (d)

Figure 3.8 – Variations de r et donc de K pour un même patient, en prenant k∗ =
⌈0.2 ×K⌉. (a) l’image d’origine, (b) GBA avec r = 0.65, K = 7, (c) GBA avec r = 0.75,
K = 10 et (d) GBA avec r = 0.85, K = 16.

La Fig. 3.8 présente le résultat de 3 ré-entraînements de GBA avec différents facteurs
d’échelle r et donc différents nombres de niveaux de GAN K. L’échelle choisie dans chaque
cas pour l’inférence est alors k∗ = ⌈0.2 ×K⌉. Visuellement, les 3 images générées étaient
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pleinement cohérentes et relativement similaires. Nous avons remarqué sensiblement plus
de détails ajoutés par GBA sur l’image associée à K = 16 (Fig. 3.8c). En pratique, ces 3
versions de GBA offraient des résultats similaires. L’entraînement avec un K suffisamment
élevé permettait néanmoins un plus grand nombre de choix pour k∗, afin d’affiner le rendu
souhaité.

Influence de la taille des noyaux de convolution

(a) (b) (c)

Figure 3.9 – Variations de la taille des noyaux de convolution au sein de SinGAN. (a)
image d’origine, (b) GBA avec des noyaux 3 × 3, et (c) GBA avec des noyaux 5 × 5.

La Fig. 3.9 montre le résultat de deux entraînements de GBA en variant la taille des
noyaux de convolutions, à K = 16 et k∗ = 3. En utilisant des noyaux de taille 3 × 3,
l’image augmentée présentait un léger effet de flou sur l’ensemble de la tumeur, et ce,
peu importe l’image d’apprentissage de SinGAN ou le choix de k∗. Cela réduisait donc
la variété de tumeur générée tout en nuisant au réalisme des images générées. De plus,
cela ajoutait un motif reconnaissable au sein des images augmentées, visible par le réseau
en aval et créant potentiellement un biais supplémentaire. En choisissant des noyaux de
taille 5 × 5, ce flou était réduit, permettant de générer un éventail plus large de tumeurs,
avec parfois des tumeurs plus nettes et mieux définies.

3.3.3 Comparaison avec le Poisson blending

La Fig. 3.10 évalue les différences entre l’harmonisation GBA et une tumeur harmoni-
sée avec la méthode de Poisson blending [188]. Qualitativement, les contours de la tumeur
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étaient un peu plus fondus que l’augmentation naïve tout en restant partiellement iden-
tifiable à l’œil nu. Les gradients au sein de celle-ci ont également été réduits, donnant
une texture et un contraste de tumeur plus uniformes. La méthode GBA a proposé une
adaptation plus cohérente des textures, générant une image globalement plus réaliste sans
aucun contour apparent.

(a) (b) (c) (d)

Figure 3.10 – Comparaison de GBA et de Poisson blending pour harmoniser la tumeur
altérée. (a) image d’origine, (b) image altérée naïvement (λ = 0.7), (c) par Poisson blen-
ding [188] et (d) par GBA.

3.4 Discussion

Les images générées par mélange génératif montrent un potentiel intéressant pour
l’augmentation de données en segmentation. En présentant à un modèle dédié une plus
grande variété de caractéristiques de ROI, suivant une distribution élargie, le modèle de
segmentation pourrait bénéficier de cette palette pour accroître sa robustesse, en phase
de test comme en contexte clinique. En choisissant avec précaution les paramètres ou en
utilisant un critère de sélection des tumeurs à augmenter, il devient possible de générer des
tumeurs ayant des caractéristiques particulières pour adapter plus finement les attributs
auxquels le modèle doit être robuste. L’analyse de la distribution des ROI, par exemple
au travers de KDE permettent alors d’évaluer la variété de ROI observées par le modèle
de segmentation en aval. On pourrait alors imaginer prendre en compte un plus grand
nombre de paramètres radiomiques pour préciser les distributions tumorales.

Visuellement, la version naïve de GBA altère le contraste global des ROI sans adap-
tation particulière de celle-ci. Les contours n’étant pas fondus dans l’image d’origine, ils
créent un gradient peu réaliste dans l’image résultante, risquant d’ajouter un biais au
modèle de segmentation. De plus, l’image altérée montre parfois un manque global de
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vraisemblance dû à l’hypo- ou hypersignal créé. Comme discuté en section 2.2.1, certains
travaux tendent à montrer que ce type d’artefacts ne sont pas nécessairement un frein
pour l’apprentissage d’un modèle de segmentation et peuvent participer à leur robustesse
[105]. Même s’il reste intéressant d’apprendre à intégrer les ROI de manière plus réa-
liste, voire également à diversifier son contenu pour encore améliorer les performances,
l’augmentation naïve présentée offre à elle seule un potentiel clair en segmentation.

Ensuite, GBA, par l’intermédiaire de SinGAN, permet une harmonisation auto-supervisée,
non-linéaire et cohérente des ROI altérées. On observe alternativement des ajouts de flou
et de bruit réalistes, mais aussi des améliorations de netteté, selon les paramètres et les
ROI, dans le plan d’entraînement axial tout comme dans les plans sagittaux et coronaux.
Cette augmentation adapte les ROI plus localement en appliquant le style d’une image
issue du domaine cible de déploiement, préalablement choisie. Ainsi, nous diversifions éga-
lement le contenu des ROI en apportant des variations réalistes. Le choix du nombre de
couches de GAN à employer à l’inférence, k∗, affecte directement la quantité de détails à
ajouter. Plus ce nombre est élevé, plus l’harmonisation sera puissante, amenant parfois à
halluciner des structures. Ces artefacts sont généralement réalistes, mais risquent d’impac-
ter la forme globale des ROI. Cette limite risque d’être critique pour la segmentation, car
elle est équivalente à ajouter du bruit et de l’incertitude aux labels. Une solution consiste
donc à employer diverses valeurs de k∗ afin d’atténuer ce risque tout en bénéficiant des
variations de textures de tumeurs.

Le choix des hyper-paramètres d’altération de contraste λ joue un rôle essentiel dans
la distribution des ROI obtenue. Leur sélection étant manuelle et arbitraire, on peut fa-
cilement imaginer des variations conceptuelles afin d’affiner cette sélection. Par exemple,
les λ pourraient suivre une loi de probabilité particulière afin de s’approcher au mieux de
la distribution cible. On obtiendrait théoriquement l’ensemble de ROI le plus représen-
tatif pour l’apprentissage d’un modèle vis-à-vis d’un certain domaine cible, car on aurait
optimisé la réduction du décalage de données vis-à-vis des caractéristiques de ROI. Si
l’ensemble des ROI cibles est suffisamment représentatif de la variété des ROI existantes,
on peut alors théoriquement améliorer les performances globales en segmentation pour les
caractéristiques de ROI initialement sous-représentées, encourageant donc le déploiement
clinique du modèle entraîné. Si cet ensemble n’est représentatif que d’une partie des ROI
réellement observées, on peut tout de même évaluer la robustesse du modèle sur ces ca-
ractéristiques, et même étendre les paramètres d’augmentation pour élargir davantage la
distribution couverte.
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Le principal risque lié à la sélection arbitraire de ces hyper-paramètres est de nuire à
l’apprentissage de la représentation latente des ROI. En effet, des augmentations générant
des contrastes trop différents des ROI réelles risquent d’encourager la prédiction de faux
positifs. Inversement, des augmentations trop proches des ROI d’origine sont superflues,
ne contribuant pas à réduire le risque de faux négatifs. Le choix des λ, et plus précisément
l’étendue du spectre des valeurs choisies, impacte donc directement la représentativité des
ROI, et ainsi les performances du modèle.

3.5 Conclusion

Dans ce chapitre, nous avons présenté la méthode profonde GBA et sa version naïve,
deux techniques d’augmentation de données pour la segmentation, utilisables à tous les
régimes de données et visant à diversifier les apparences des ROI. En altérant leur contraste
via une transformation linéaire, puis en l’harmonisant de manière réaliste au sein de
l’image d’origine, nous générons une nouvelle image conservant l’anatomie du patient
tout en variant les caractéristiques des ROI au sein de l’ensemble d’entraînement.

En choisissant précautionneusement les valeurs d’altération de contraste, nous mo-
difions la distribution des ROI visibles à l’entraînement pour l’étendre ou la rapprocher
d’une autre distribution, celle des ROI du domaine cible par exemple. Cela rend l’augmen-
tation adaptable aux différents décalages de données possibles au niveau de ces régions,
au sein d’une même modalité tout comme dans un contexte inter-modale, en fonction du
domaine cible de déploiement.

Dans le chapitre suivant, nous présentons une première application concrète de ces
augmentations en IRM, dans le contexte de segmentation inter-modale via le challenge
CrossMoDA 2022.
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Chapitre 4

SEGMENTATION INTER-MODALE DE

SCHWANNOME VESTIBULAIRE EN IRM

Ce chapitre présente une première application des techniques d’aug-
mentation proposées au chapitre précédent pour la segmentation
inter-modale non-supervisée du schwannome vestibulaire, dans le
cadre du challenge MICCAI CrossMoDA 2022. Deux modalités sont
considérées : la source (IRM T1 contrastée, annotée) et la cible
(IRM T2 haute résolution, non-annotée) dans un contexte multi-
centrique. Afin d’apprendre à segmenter la modalité cible, nous pro-
posons d’employer une approche d’UDA standard : un modèle d’I2I
suivi d’un schéma de segmentation itératif avec auto-entraînement.
Après synthèse I2I traditionnelle, un décalage de données dû aux
différences inter-centriques est observé. Nous corrigeons ce décalage
en combinant notre approche d’augmentation par mélange généra-
tif à une stratégie d’auto-entrainement, où nous réutilisons de fa-
çon itérative les pseudo-labels prédits. Nous obtenons un net gain
de performance vis à vis d’augmentations conventionnelles typique-
ment utilisées en DL. À l’issue du challenge, notre solution a atteint
la première place sur la tâche de segmentation de tumeur, ainsi que
la 3ème place au classement général incorporant une autre tâche
que nous n’avons pas optimisée.

Résumé

Comme vu au chapitre 2, l’UDA, et plus particulièrement la segmentation inter-
modale, est particulièrement étudiée en raison de sa difficulté et du nombre conséquent
d’applications potentielles [38], [40]. C’est dans ce contexte que s’inscrit le challenge MIC-
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CAI CrossMoDA 2022, proposant de mélanger un décalage de domaines entre modalité
avec une contrainte multi-centrique. Dans cette situation, un modèle de synthèse I2I puis
de segmentation sont généralement employés [38]. Nous proposons une méthode similaire
utilisant GBA afin de réduire davantage le décalage. Ce travail a été décrit dans un ar-
ticle à paraître dans les IEEE Transactions on Biomedical Engineering. L’image Docker
présentée dans le cadre du challenge est disponible via notre GitHub 1.

4.1 Contexte clinique et problématique des agents de
contraste

Figure 4.1 – Schéma du schwannome vestibulaire et des nerfs proches. Adapté de [191].

Le schwannome vestibulaire (VS, vestibular schwannoma) est une tumeur bénigne de
la gaine du nerf vestibulaire, responsable de l’audition et de l’équilibre, dont l’incidence
est estimée à 1 sur 1000 [192]. Les symptômes sont une perte d’audition du côté de la
tumeur, des troubles de l’équilibre, voire une paralysie faciale due à la proximité du nerf
facial. L’évolution de la VS est mesurée par la classification de Koos, basée principalement
sur le volume de la tumeur et son impact sur les structures environnantes telles que la
cochlée et le tronc cérébral [193].

1. https://github.com/GuigzoS/crossmodalGBA
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Dans la routine clinique la plus courante pour la planification de traitement par radio-
thérapie du VS, la tumeur et le principal organe à risque, la cochlée, sont respectivement
segmentés sur des IRM pondérées en T1 avec renforcement du contraste (ceT1) et des
IRM hautes résolutions pondérées en T2 (hrT2) [194], [195]. En d’autres termes, deux
modalités d’IRM dont une avec injection de produit de contraste, souvent du gadolinium,
sont acquises pour cette pathologie.

Le gadolinium est un métal paramagnétique généralement toléré par le corps humain
(hors allergie particulière). Lorsque le corps est placé dans le champ magnétique lors
de l’IRM, les protons des molécules d’eau s’alignent avec ce champ. L’émission d’une
onde électromagnétique à fréquence radio perturbe alors cet alignement. Une fois celle-ci
éteinte, les protons reviennent à leur alignement initial, un phénomène appelé relaxation.
Ce temps de relaxation varie selon les différents types de tissus, fournissant ainsi divers
contrastes au sein des IRMs. En présence d’un agent de contraste comme le gadolinium,
ces temps de relaxation, en particulier en pondération T1, sont réduits, accentuant ainsi
certains contrastes et permettant une meilleure identification des zones pathologiques
[196]. Pour les lésions les plus subtiles telles que les micro-angiomes ou les petites méta-
stases cérébrales de moins de 5 mm, le gadolinium est indispensable pour les distinguer et
les observer. À l’inverse, les tumeurs ayant un plus gros volume, comme les méningiomes,
pouvant atteindre 10 cm de diamètre, peuvent souvent être distingué sans utilisation
d’agent de contraste. Bien que l’administration de gadolinium dans de telles situations
permette d’améliorer les détails de ces tumeurs, son utilité est réduite.

En parallèle, l’utilisation de gadolinium augmente le coût financier de l’IRM mais
aussi certains risques [197], [198]. Tout d’abord, celui-ci est principalement évacué par le
corps par le biais des urines. Par conséquent, il se retrouve dans nos systèmes d’épuration
des eaux, puis potentiellement dans l’environnement, avec des conséquences écologiques
encore mal comprises. Ensuite, dans certains cas comme chez les patients atteints d’insuf-
fisance rénale chronique, l’injection de produits de contraste peut provoquer une fibrose
systémique néphrogénique, impactant d’abord la peau puis potentiellement d’autres or-
ganes [199]. Enfin, certaines études ont montré que le gadolinium s’accumule à long terme
dans certains tissus cérébraux [200]. Bien que les conséquences cliniques soient pour le
moment méconnues, cette rétention reste préoccupante.

Au vu de ces éléments, il paraît naturel de réduire l’utilisation du gadolinium aux cas
où celui-ci est strictement nécessaire. Pour le VS, des séquences IRM dédiées telles que les
images hrT2 suscite un intérêt grandissant pour sa segmentation afin de réduire les coûts
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globaux et l’utilisation d’agents de contraste [197], [198]. Sur cette modalité, la majorité
des VS sont en hyposignal, et donc moins visible à l’œil nu, même si certains sont très
hétérogènes et en hypersignal. Dans les deux cas, les progrès en segmentation automatique
encouragent à l’utilisation de cette modalité pour segmenter à la fois le VS et la cochlée
[38], réduisant ainsi coût et risques pour le patient. En raison du temps et du coût de
production d’annotations sur des acquisitions hrT2, les modèles d’UDA inter-modalités
permettent de réutiliser des séquences ceT1 précédemment étiquetées afin d’entraîner un
modèle de segmentation VS sur hrT2 [201].

Crossmodal segmentation

I2I

Seg

Unpaired target domain (hrT2, unlabelled)

Source domain      , (ceT1, labelled)

Center 

Center      

Center    Center      

Figure 4.2 – Scénario du contexte du challenge CrossMoDA 2022 en segmentation de
schwannome vestibulaire.

Le challenge CrossMoDA propose donc, à partir d’un ensemble d’images ceT1 annotées
et hrT2 non-annotées, d’apprendre un modèle de segmentation de VS et de cochlée pour
cette seconde modalité. Ce schéma est résumé en Fig. 4.2 et montre quelques exemples
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de tumeurs. Dans l’édition 2022, chaque ensemble d’images est fourni par deux centres
d’acquisition. De plus, la cochlée étant déjà segmentée sur hrT2, cette tâche est un faux
problème, car il existe déjà des bases de données d’IRM hrT2 avec annotations de celle-ci.
Pour cette raison, nous présentons ici uniquement notre solution pour la segmentation
inter-modale de VS.

4.2 Méthode de segmentation inter-modale

Notre méthodologie se décompose en 3 étapes : la synthèse I2I, la génération d’exemples
augmentées avec GBA et la segmentation itérative avec auto-entraînement. Afin de pré-
senter une solution générique à la segmentation inter-modale entre d’autres modalités
sources et cibles, introduisons quelques notations.

Soient (XS, Y S) les images et masques de la modalité source (dans notre cas, ceT1) et
XT les images de la modalité cible (dans notre cas, hrT2). Chaque ensemble étant composé
de deux centres, on les note A et B tels que XS = XS

A ∪XS
B et XT = XT

A ∪XT
B . À ce stade,

le décalage entre les deux centres est potentiellement conséquent, rendant impossible
l’apprentissage direct d’une synthèse S → T avec les deux centres simultanément.

Pseudo-image

Alteration naïve
de contraste

avec contraste de tumeur modifié Pseudo-image
augmentée

Pseudo-image
Une unique image de

avec label

Images cibles de 

et de

Pseudo-images de

Images sources de 

Images sources de 

et de 

Figure 4.3 – Schéma récapitulatif de (a) la synthèse I2I et de (b) GBA, dans le workflow
global pour la segmentation inter-modale.
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4.2.1 Synthèse image-à-image et augmentation générative

Tout d’abord, nous apprenons une fonction (mapping) global d’intensité entre les
images sources XS

A et cibles XT
A à l’aide d’un modèle CycleGAN de synthèse I2I non-

supervisée, illustré sur la Fig. 4.3a. Cet apprentissage est restreint à un des deux centres
seulement à cause de l’écart intra-modalité trop important qui, si combinés à l’entraîne-
ment, pourrait nuire au mapping appris. Nous entraînons donc deux générateurs (GS→T ,GT →S)
et deux discriminateurs (DS,DT ) avec une contrainte adversaire et de cohérence de cycle.
La fonction de coût adversaire est définie par :

Ladv(GS→T ,DT , X
S, XT ) = ExT ∼XT [log(DT (xT ))]

+ ExS∼XS [log(1 − DT (GS→T (xS)))]
(4.1)

et celle de cohérence de cycle par :

Lcyc(GS→T ,GT →S, X
S, XT ) =

ExS∼XS [∥GT →S(GS→T (xS)) − xS∥1]
+ExT ∼XT [∥GS→T (GT →S(xT )) − xT ∥1].

(4.2)

La fonction de coût total est donc :

L(GS→T ,GT →S,DS,DT , X
S, XT ) =

Ladv(GS→T ,DT , X
S, XT )

+Ladv(GT →S,DS, X
T , XS)

+µcyc · Lcyc(GS→T ,GT →S, X
S, XT )

(4.3)

Seul le générateur GS→T est ensuite utilisé pour les deux centres, afin de générer des
pseudo-images X̃T , alignées aux XS mais ayant les caractéristiques du domaine cible :

X̃T = GS→T (XS). (4.4)

Même si l’apparence globale des images générées X̃T est similaire aux XT
A , comme

illustré sur la Fig. 4.4, plusieurs limites critiques sont identifiées après la synthèse. Tout
d’abord, en analysant certaines caractéristiques locales des X̃T , en particulier au niveau
des tumeurs, les textures et formes des VS synthétisés ont été altérées, et leurs contrastes
réduits en comparaison aux images réelles XT . On observe ces différences sur les zooms
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de la Fig. 4.4. Un effet de flou est également parfois constaté. Cela illustre les tendances,
décrites au chapitre 2, des CycleGAN à ignorer les détails à basse échelle [82]. Ensuite,
les images générées sont particulièrement variables d’un apprentissage à l’autre, même
avec des ré-entraînements identiques, comme également discuté au chapitre 2 et observé
sur cette même figure. Ces variations nuisent directement à la tâche de segmentation
en aval. Enfin, comme le modèle a été entraîné sur les images du centre A seulement,
celles du centre B n’ont pas été fidèlement synthétisées. La distribution des XS

B n’est en
effet pas couverte par celle des XS

A. Cela a également pour conséquence que certaines
caractéristiques typiques de tumeurs de XT

B n’ont pas été générées et ne sont donc pas
représentées parmi les X̃T .

Pour ces raisons, il est nécessaire d’augmenter la diversité des VS au sein des images
générées X̃T avant la segmentation. Plus précisément, nous cherchons à augmenter les
pseudo-images afin d’étendre la distribution couverte de tumeurs pour la tâche en aval.
Cela permet notamment de 1) corriger les apparences de tumeurs au sein des pseudo-
images, 2) compenser l’aléa induit par CycleGAN et 3) réduire les potentiels écarts entre
domaines dus aux différences entre X̃T et XT

B . À ce stade, GBA semble particulièrement
approprié, car nous constatons qualitativement que les contrastes des tumeurs de XT

B

sont plus variables que celles de X̃T , parfois en hypo ou hypersignal comparé aux tissus
environnants. L’hypothèse sous-jacente est donc qu’en générant des variantes de tumeurs
ayant des caractéristiques différentes de celles générées par CycleGAN, le modèle de seg-
mentation sera plus robuste et segmentera mieux les tumeurs les plus atypiques. Ainsi,
nous entraînons GBA, comme décrit au chapitre 3 et rappelé sur la Fig. 4.3, à l’aide
d’un modèle SinGAN représenté par les équations 3.1, 3.2 et 3.3 afin d’obtenir ψGBA. Les
paramètres d’augmentation seront détaillés en section 4.3.2.

4.2.2 Segmentation itérative et auto-entraînement

Afin d’entraîner un modèle de segmentation pour les images réelles XT à partir des
images générées X̃T , un schéma de segmentation itérative avec auto-entraînement est
employé, inspiré par les méthodes les plus performantes de l’édition 2021 de CrossMoDA
[38], [186], [202]. Ce schéma est une évolution du paradigme enseignant/élève, abordé en
section 2.3.2. La Fig. 4.5 présente cette partie du workflow global. L’objectif est d’utiliser
à l’entraînement les images générées avec les vrais labels, mais aussi les vraies images avec
des pseudo-labels générés par le modèle enseignant. Nous combinons cette technique avec
les images augmentées par GBA.
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Figure 4.4 – Variabilité de CycleGAN, avec un zoom sur le VS. (a) Image source, (b,c,d)
images générées après 3 ré-entraînements avec paramètres identiques.

real target pseudo-label

real label

augmented
pseudo target

pseudo target

real label

augmented
pseudo target

pseudo target

real target

pseudo-label

Figure 4.5 – Schéma récapitulatif de la segmentation itérative avec auto-entraînement.
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Plus précisément, un premier modèle de segmentation Steacher est entraîné sur les
sorties de la synthèse I2I et leur version augmentée par GBA (X̃T ∪ ψGBA(X̃T ), Y S).
Les images réelles XT sont ensuite fournies à l’inférence au modèle afin de produire des
pseudo-labels Ỹ T alignés aux XT . Notons que ces derniers sont potentiellement bruités
à cause du décalage de domaines entre données réelles et générées. À ce stade, les paires
image-masque disponibles sont divisées en, d’un côté, images générées et vrais masques
(X̃T ∪ ψGBA(X̃T ), Y S), et de l’autre, images réelles et masques estimés, notées (XT , Ỹ T ).
Ces ensembles sont alors combinés pour un nouvel entraînement, formant l’ensemble (X̃T ∪
ψGBA(X̃T ) ∪ XT , Y S ∪ Ỹ T ), afin d’améliorer la robustesse du modèle de segmentation
pour ensuite mettre à jour les labels Ỹ T . Nous répétons ensuite ce principe plusieurs fois
en remplaçant les pseudo-masques jusqu’à ce qu’aucune amélioration de Dice liée à ces
derniers ne soit observée. En pratique, cette convergence est obtenue après trois itérations.

4.3 Contexte de validation

Dans cette section, plusieurs aspects pratiques sont décrits, notamment le jeu de don-
nées, les pré-traitements appliqués, les métriques utilisées ainsi que la stratégie d’augmen-
tation établie pour les différentes expérimentations.

4.3.1 Jeux de données et métriques

Le jeu de données d’entraînement de CrossMoDA 2022 est composé de 210 images ceT1
annotées et de 210 images hrT2 non appariées et non annotées, réparties équitablement
entre deux centres cliniques : le Centre A (Londres) et le Centre B (Tilbourg) [195]. La
Fig. 4.6 représente les distributions normalisées des deux modalités pour chaque centre,
soulignant les écarts de domaines entre centres et entre modalités. Les images ceT1 issues
de A présentent une résolution axiale de 0.4 × 0.4 mm2 associée à des matrices de taille
512 × 512, avec un écart inter-slice variant de 1.0 à 1.5 mm. Les images hrT2 de ce centre
ont une résolution axiale de 0.5 × 0.5 associées à des matrices de 384 × 384 ou 448 × 448,
avec un écart inter-slice variant également de 1.0 à 1.5 mm. Concernant le centre B, les
images ceT1 présentent une résolution axiale de 0.8 × 0.8 mm2 associée à des matrices de
taille 256×256, avec un écart inter-slice de 1.5 mm. Les images hrT2 de ce centre montrent
une résolution axiale de 0.4 × 0.4 mm, associées à des matrices de taille 512 × 512, avec
un écart inter-slice de 1.0 mm. Tous les masques de segmentation de VS ont été délimités
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manuellement sur des coupes axiales sélectionnées en consensus par un neurochirurgien et
un oncologue sur les images ceT1 en utilisant les modalités ceT1 et hrT2 comme guides.
Un logiciel de segmentation semi-automatique 2D a ensuite été utilisé pour produire des
masques de segmentation 3D 2. Aucun label de référence n’a été fournie pour aucune image
cible.

Source du centre A

Source du centre B

Cible du centre B

Cible du centre A

Intensité normalisée

Figure 4.6 – Distribution normalisée des intensités de chaque modalité en fonction du
centre. Les images ont été rééchelonnées dans l’intervalle [0, 1] et les voxels d’arrière-plan
ont été exclus. Le milieu des bandes représente la moyenne ; celles-ci s’étendent d’un écart-
type au-dessus et en dessous de la moyenne.

Un ensemble de validation est également accessible, contenant 32 images hrT2 non
annotées de chaque centre, soit 64 au total. Pour évaluer la méthode pendant et après le
challenge sans donner accès aux labels vérité-terrain, la validation n’a été possible qu’en
ligne avec une soumission quotidienne autorisée renvoyant deux métriques pour chaque
patient : le coefficient de similarité de Dice (DSC) et la distance moyenne symétrique de
surface (ASSD), définis par les formules suivantes :

D(ỹ, y) = 2|ỹ ∩ y|
|ỹ| + |y|

(4.5)

ASSD(ỹ, y) = 1
2

 1
|ỹ|

∑
i

min
j

dist(ỹi, yj) + 1
|y|

∑
j

min
i

dist(yj, ỹi)
 (4.6)

où ỹ représente une prédiction, y la vérité-terrain associée, ỹi le pixel prédit de tumeur
numéroté i et yj le pixel réel de tumeur numéroté j. En pratique, l’ASSD est un indicateur
du nombre de VS non détectés par le modèle de segmentation.

De plus, 270 patients (137 de Londres, 133 de Tilbourg) sont restés privés afin de tester
les différentes méthodes proposées. Dans le cadre de la compétition, chaque méthode a
été classée pour chacun des 270 patients, pour la cochlée et le VS. Un classement moyen

2. Aucune précision supplémentaire n’a été fournie par les auteurs du challenge.
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pour tous les patients et pour les deux classes a alors été calculé, établissant le classement
final du challenge.

4.3.2 Détails d’implémentations

Stratégie d’augmentations

La logique des choix des paramètres de GBA a été déterminée afin de couvrir la
distribution des tumeurs en hrT2 observée sur les deux centres. Pour guider ce choix, en
particulier celui des scalaires d’ajustement de contraste λ et du nombre d’augmentations,
nous avons estimé la distribution réelle des tumeurs au sein des images XT à l’aide des
masques prédits Ỹ T obtenus après une première segmentation. La Fig. 4.7 compare les
KDE des distributions de tumeurs générées en termes de taille et d’intensité, avant et après
GBA, avec celles estimées de tumeurs réelles sur hrT2 après la dernière itération (obtenue
a posteriori). Empiriquement, nous avons orienté nos augmentations pour combler deux
manques :

— Le centre B, Tilbourg, présentent plus de grosses tumeurs hétérogènes que le centre
A, Londres. La proportion de celles-ci a donc été augmentée. Tous les VS de X̃T

B

ayant un volume supérieur à 2000 mm3 et un écart-type supérieur à 0.10 (29
patients au total) ont donc été augmentés. 3 valeurs λ ont été employées : 0.7, 1.2
et 1.5. Le modèle SinGAN a été entraîné avec K = 16, soit 17 échelles de GAN au
total. Pour chaque λ et chaque image sélectionnée, 2 versions de la tumeur ont été
générées, en faisant varier le choix de la première échelle utilisée dans SinGAN :
k∗ = 1 et k∗ = 3. Au total, 29 × 6 = 174 images ont été générées.

— Le contraste des petites tumeurs a été réduit. Les images des deux centres X̃T ayant
une tumeur de moins de 300 mm3, soit 19 images au total, ont été augmentées avec
des valeurs de λ globalement plus basses : 0.6, 0.8 et 1.2. Les mêmes paramètres de
SinGAN (K et k∗) ont été choisis, soit 6 augmentations par image ou 114 images
augmentées.

Ainsi, la distribution élargie des ROI, dont la KDE est représentée sur la Fig. 4.7b, se
rapproche davantage de la distribution cible, représentée sur la Fig. 4.7c.

Traitement des données

Avant tout entraînement, les images des deux modalités ont été ré-échantillonnées vers
un spacing inter-voxels de 0.6 × 0.6 × 1.0 mm3. Ensuite, pour chaque image, nous avons
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(a) (b)

(c)

Figure 4.7 – KDE du volume et de l’intensité des tumeurs au sein des images normalisées
du challenge CrossMoDA 2022. (a) pseudo-images hrT2 sans augmentation, (b) pseudo-
images hrT2 et leurs augmentations par GBA, et (c) images hrT2 réelles. Les masques
réels n’étant pas disponibles, la KDE (c) est estimé à l’aide de Ỹ T .

déterminé les coordonnées axiales (x, y) du centre du cerveau comme étant la localisation
moyenne des voxels ayant une intensité supérieure au 75ème percentile, comme l’a proposé
Choi et al. [203]. Un sous-volume de taille 256 × 256 × Z centré en (x, y) a ensuite été
extrait, où Z représente le nombre de slices axiales. Après synthèse I2I, à cause d’un léger
effet de flou causé par CycleGAN, les pseudo-images générées ont été déconvoluées par
l’algorithme de déconvolution itératif de Van Cittert, avec une PSF de 1 × 1 × 2.5 mm3

et pendant 15 itérations, qui a montré une légère amélioration sur le jeu de validation.
Enfin, avant la dernière itération de segmentation, les images ont été ré-échantillonées à
un spacing plus fin : 0.4 × 0.4 × 1.0 mm3.
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Autres paramètres

Concernant le modèle CycleGAN et l’équation 4.3, nous avons utilisé comme poids
pour le coût du cycle µcyc = 10. Concernant la segmentation, nous avons employé le
framework nnU-Net en 3D haute résolution, avec une validation croisée à 5 plis (5-fold
ensembling) [21]. Les voxels mal classifiés pouvant impacter significativement l’entraîne-
ment, cela permet d’obtenir les pseudo-labels les plus fiables possibles. En incluant les 3
itérations d’auto-entraînement, nous avons au total entraîné 20 plis. Les augmentations
conventionnelles par défaut de nnU-Net ont été employées en plus de GBA, à savoir des
rotations, redimensionnements, ajout de bruit gaussien, flou gaussien, changement de lu-
minosité, changement de contraste, aliasing, correction gamma et effet miroir. Nous avons
entraîné nos modèles pendant 500 époques excepté pour la dernière itération, entraîné du-
rant 1000 époques. Entre chaque segmentation et après la dernière, seule la plus grande
composante principale après activation softmax est conservée et considérée comme masque
de segmentation de VS.

4.3.3 Expérimentations

En parallèle des résultats finaux du challenge, nous avons mené une série d’expériences
afin de quantifier l’intérêt de GBA et sa version naïve, mais aussi de la stratégie d’auto-
apprentissage. Pour cela, nous avons soumis une variété de résultats de segmentation
intermédiaires au tableau de validation. Tout d’abord, nous avons ré-entraîné plusieurs
modèles CycleGAN avec des paramètres identiques pour mesurer l’instabilité intrinsèque
à son entraînement ainsi que son impact sur la segmentation en aval. Pour étudier l’in-
fluence de l’effet des deux centres, nous avons soumis des résultats obtenus en utilisant des
modèles CycleGAN formés sur 1) uniquement Londres (XS

A, X
T
A), 2) uniquement Tilbourg

(XS
B, X

T
B), ou 3) les deux centres (XS, XT ). Nous avons ensuite évalué l’intérêt de nos

augmentations spécifiques pour chaque ré-entraînement. Nous avons également analysé
l’apport de SinGAN dans GBA par rapport à la version naïve. Pour éviter une consom-
mation d’énergie inutile, les synthèses I2I ayant conduit à de très mauvaises performances
de segmentation sans GBA, c’est-à-dire un score Dice moyen ≤ 0.4, n’ont cependant pas
été ré-entraînées avec GBA ; ces CycleGAN sont considérés comme des échecs, et leurs
synthèses comme inutilisables pour n’importe quelle tâche de segmentation.

Nous avons également suivi l’évolution des scores de segmentation tout au long de
l’auto-entraînement. Pour évaluer l’apport de l’harmonisation via SinGAN dans GBA,
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nous avons également ré-entraîné le schéma itératif avec le même modèle CycleGAN et en
utilisant notre augmentation naïve sans SinGAN. Les scores obtenus pour les plus petits
et les plus gros VS ont enfin été précisés.

4.4 Résultats

Les conclusions visuelles de notre augmentation naïve ou de GBA sont identiques à
celles présentées sur ces mêmes données au chapitre précédent, en section 3.3.

Les Fig.s 4.8 et 4.9 montrent respectivement des représentations surfaciques des masques
de segmentation et les masques 2D sur coupes axiales, obtenus avec ou sans GBA pour
divers patients de l’ensemble de validation et après la première étape de segmentation.
Sans GBA, des portions importantes du volume tumoral étaient perdues, contrairement
à la segmentation basée sur GBA qui a capturé le VS de manière plus complète.

(a) (b)

Figure 4.8 – Rendu 3D des masques de segmentation prédits pour deux patients du jeu
de validation, après le premier modèle de segmentation. Sans GBA en rouge, avec GBA
en vert.
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(a) (b) (c)

Figure 4.9 – Masques de segmentation 2D prédits pour trois patients du jeu de valida-
tion, après le premier modèle de segmentation. Sans GBA en rouge, avec GBA en vert.

Aug. de nn-UNet + aug. naïve + GBA
Centres DSC ↑ ASSD ↓ DSC ↑ ASSD ↓ DSC ↑ ASSD ↓

Londres seul #1 0.679 ± 0.341 7.853 ± 16.750 0.789 ± 0.241 3.267 ± 10.738 0.832 ± 0.159 1.315 ± 6.235
#2 0.668 ± 0.280 3.653 ± 10.857 0.647 ± 0.293 2.185 ± 6.341 0.752 ± 0.202 1.998 ± 4.196
#3 0.711 ± 0.289 2.856 ± 8.662 0.812 ± 0.146 0.667 ± 0.887 0.816 ± 0.144 0.638 ± 0.850

Tilbourg seul #1 0.290 ± 0.338 21.060 ± 34.855 N/A N/A N/A N/A
#2 0.284 ± 0.370 38.803 ± 44.943 N/A N/A N/A N/A
#3 0.312 ± 0.321 18.989 ± 33.111 N/A N/A N/A N/A

Lon. + Til. #1 0.243 ± 0.354 27.559 ± 22.062 N/A N/A N/A N/A
#2 0.743 ± 0.233 2.116 ± 7.419 0.811 ± 0.150 0.641 ± 0.617 0.800 ± 0.173 1.688 ± 8.628
#3 0.474 ± 0.338 7.714 ± 15.357 0.594 ± 0.304 2.743 ± 7.347 0.612 ± 0.304 4.060 ± 10.349

Table 4.10 – Résultats des segmentations sur le jeu de validation en fonction des confi-
gurations de données, des ré-entraînements et des augmentations. N/A indique que le
score de la baseline est trop bas (Dice≤ 0.4 avec les augmentations de nnU-Net seules) et
que la qualité de ces images n’est pas suffisante pour entraîner un modèle de segmentation
pertinent.
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4.4.1 Évaluation de la variabilité de CycleGAN

Le Tab. 4.10 résume les scores de segmentations atteints après le premier réseau de
segmentation, entraîné avec pseudo-images et vrais masques seulement, en fonction des
différents centres utilisés et dans 3 configurations (correspondant aux colonnes) diffé-
rentes : 1) avec les augmentations de nnU-Net seules, 2) avec ces mêmes augmentations
ainsi que l’altération naïve de contraste de tumeur, et 3) avec ces mêmes augmentations
ainsi que GBA. Dans chaque cas, CycleGAN est ré-entraîné trois fois. Sans augmenta-
tion spécifique, c’est en utilisant les données du centre de Londres (XA) seules que les
résultats les plus stables après ré-entraînement ont été obtenus, le plus mauvais Dice
étant de 0.668 ± 0.280. À l’inverse, avec les données provenant de Tilbourg, la synthèse
apprise était erronée, générant des images irréalistes provoquant une mauvaise segmen-
tation (DSC≃ 0.3, ASSD≃ 20 mm). En combinant les deux centres, les résultats étaient
instables, avec des variations observées d’un ré-entraînement à l’autre allant jusqu’à 0.5
de Dice. Cela justifie a posteriori notre choix d’utiliser uniquement les données provenant
de Londres pour l’apprentissage de CycleGAN. Cela confirme également qu’un décalage
de domaines conséquent existe entre les deux centres, comme observé sur la Fig. 4.6, em-
pêchant un modèle standard d’I2I d’apprendre cette synthèse. Avec nos augmentations,
l’emploi de GBA ou de sa version naïve a systématiquement amélioré les deux métriques,
avec des gains de Dice allant de 5 à 15%, excepté pour l’expérience "Londres seul #2"
avec l’augmentation naïve, montrant une baisse de 2.1% de Dice. Ainsi, le Dice le plus
haut a été atteint avec GBA durant l’essai "Londres seul #1", avec DSC=0.832 ± 0.159
et ASSD=1.315 ± 6.235, tandis que la meilleure ASSD durant l’essai "Londres seul #3",
également avec GBA, avec ASSD=0.638 ± 0.850 et DSC=0.816 ± 0.144. Entre les deux
augmentations, GBA a montré des performances légèrement supérieures pour les expé-
riences utilisant les données de Londres seules, avec une amélioration allant de 0.4% à
10.5% de Dice et de 0.029 à 1.952 mm d’ASSD.

4.4.2 Segmentation itérative avec GBA

Le Tab. 4.11 évalue l’amélioration des scores de segmentation au fil des itérations
d’auto-apprentissage avec pseudo-labels pour chaque métrique et dans les trois mêmes
configurations d’augmentations. Les scores obtenus sur les 15 plus petites et les 15 plus
grosses tumeurs (respectivement < 720mm3 et > 5400mm3) sont également précisés. Lors
de la segmentation post-I2I (avant les itérations et avec seulement les images pseudo-
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Aug. de nn-UNet + aug. naïve + GBA
Tumeurs de validations - Étape DSC ↑ ASSD ↓ DSC ↑ ASSD ↓ DSC ↑ ASSD ↓

Toutes tumeurs - Post-I2I 0.774 ± 0.220 2.673 ± 9.795 0.839 ± 0.126 0.555 ± 0.586 0.847 ± 0.114 0.514 ± 0.510
Itération 1 0.780 ± 0.219 3.647 ± 14.086 0.859 ± 0.067 0.459 ± 0.192 0.862 ± 0.065 0.444 ± 0.182
Itération 2 0.771 ± 0.237 4.711 ± 16.324 0.860 ± 0.066 0.455 ± 0.189 0.865 ± 0.062 0.438 ± 0.184
Itération 3 0.823 ± 0.132 0.598 ± 0.541 0.864 ± 0.062 0.447 ± 0.186 0.868 ± 0.061 0.431 ± 0.177

Petites tumeurs - Post-I2I 0.763 ± 0.100 0.441 ± 0.192 0.762 ± 0.112 0.501 ± 0.337 0.781 ± 0.080 0.400 ± 0.144
Itération 3 0.748 ± 0.141 0.482 ± 0.303 0.801 ± 0.071 0.366 ± 0.123 0.806 ± 0.068 0.349 ± 0.114

Grosses tumeurs - Post-I2I 0.786 ± 0.174 1.096 ± 0.798 0.890 ± 0.043 0.585 ± 0.232 0.893 ± 0.038 0.571 ± 0.198
Itération 3 0.802 ± 0.183 0.991 ± 0.867 0.901 ± 0.037 0.537 ± 0.206 0.905 ± 0.035 0.513 ± 0.192

Table 4.11 – Scores de segmentation sur le jeu de validation aux différentes itérations de
l’auto-entraînement. Parmi ces patients, les scores moyens obtenus pour les 15 tumeurs
les plus petites (< 720mm3) et les plus grosses (> 5400mm3) sont également précisés.

cibles et les vraies annotations comme données d’entraînement), les augmentations naïves
(DSC=0.839±0.126, ASSD=0.555±0.586, p-value = 0.044) et surtout GBA (DSC=0.847±
0.114, ASSD=0.514±0.510, p-value = 0.021) ont entraîné une nette amélioration des per-
formances par rapport à la baseline nnU-Net (DSC=0.774 ± 0.220). Ces scores restaient
même supérieurs à la baseline après 3 itérations (DSC=0.823±0.132, ASSD=0.598±0.541,
p-value = 0.57). Avec nos augmentations, les résultats ont été davantage améliorés pen-
dant les 3 itérations de manière constante, alors que la baseline a perdu en performance
entre les différentes itérations. Concernant nos deux augmentations, GBA a constamment
obtenu de meilleurs résultats comparés à sa version naïve sans SinGAN, même si l’écart à
chaque itération s’était réduit. Par exemple, les scores de Dice ont été améliorés de +0.8%
après la première étape de segmentation et de +0.4% de Dice après la dernière itération
d’auto-apprentissage pour un Dice maximal de 0.868 ± 0.061 et une ASSD minimale de
0.431 ± 0.177 mm. La différence entre les deux méthodes n’était cependant pas statis-
tiquement significative selon un t-test appairé : p-value = 0.7. Des tendances similaires
ont été observées sur les sous-ensembles des 15 plus petites ou plus grosses tumeurs, avec
un gain de Dice supérieur à 10% pour les plus grosses tumeurs en utilisant une de nos
augmentations et sans itération. Les différences de performances pour les 15 plus petites
tumeurs sont plus fines avant itération, mais ont montré respectivement environ 5% et
6% de Dice en utilisant l’augmentation naïve et GBA après les trois itérations.
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Figure 4.12 – Distribution des DSC et ASSD obtenus par les différents participants de
CrossMoDA 2022. Fourni par les organisateurs [38], [195].

4.4.3 Comparaison avec les autres participants sur les données
de test

La Fig. 4.12 présente les scores finaux des différents participants pour la tâche de
segmentation de VS seule. Notre équipe, "LaTIM", a terminé à la première place de ce
classement, avec un rang moyen de 3.661 associé à un Dice moyen de 0.859 ± 0.066 et
une ASSD moyenne de 0.459 ± 0.252. Selon cette même métrique, la seconde place a été
obtenue par l’équipe "MAI-LAB", avec un classement moyen de 3.862 associé à un Dice
moyen de 0.852 ± 0.094 et une ASSD moyenne de 0.455 ± 0.215. Enfin, l’équipe "ne2e"
a obtenu la troisième place sur cette tâche (classement moyen de 3.948, Dice moyen de
0.856 ± 0.064, ASSD moyenne de 0.515 ± 0.469). Au classement final de la compétition,
prenant en compte la tâche de segmentation de VS mais aussi de cochlée, nous avons
terminé à la troisième place, derrière les équipes "ne2e" et "MAI".

Les métriques quantitatives associées à notre méthode sur ces données de test sont
résumées dans le Tab. 4.13. Le patient le moins bien segmenté a obtenu un DSC≥ 0.5
et une ASSD≤ 2 mm, ce qui indique que l’approche proposée a été capable d’identifier
l’emplacement du VS au moins partiellement pour tous les sujets. Comparée aux autres
participants, notre méthode semble donc plus robuste grâce à notre augmentation.
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LaTIM Dice ↑ ASSD (mm) ↓
Moyenne 0.859 ± 0.066 0.459 ± 0.252

Pire 0.502 1.945
1er perc. 0.637 1.573

5ème perc. 0.747 0.934
25ème perc. 0.831 0.530
50ème perc. 0.868 0.417
75ème perc. 0.905 0.293
95ème perc. 0.937 0.209
99ème perc. 0.947 0.178

Meilleur 0.962 0.165

Table 4.13 – Résultats finaux de notre méthode, obtenus sur le jeu de test de CrossMoDA
2022 (270 patients), incluant diverses statistiques.

4.5 Discussion

L’objectif principal de ce travail était d’étudier l’intérêt de GBA dans un contexte de
décalage de domaines. La logique sous-jacente était d’exposer le réseau à un large éventail
de tumeurs, avec des variations de contraste et de texture réalistes, afin de diminuer le dé-
calage de domaine lors du potentiel déploiement du modèle. Cette approche semble donc
particulièrement utile dans les scénarios où la distribution des tumeurs disponibles à l’en-
traînement risque de ne pas couvrir les différentes caractéristiques de tumeurs rencontrées
au déploiement.

En segmentation inter-modale, les méthodes conventionnelles, basées sur la synthèse
I2I suivie de la segmentation, sont généralement difficiles à entraîner en raison de la pré-
sence de décalages de domaine au sein des domaines source et cible eux-mêmes, comme
c’est le cas dans le challenge CrossMoDA 2022. Dans ce contexte, les données des deux
centres ne peuvent pas être considérés comme homogènes, rendant impossible l’appren-
tissage sensé d’une synthèse I2I avec des modèles conventionnels comme CycleGAN. En
plus du décalage de domaines entre les deux centres, la faible quantité de coupes axiales
2D disponibles pour le second centre (14000 coupes pour Tilbourg, 30000 pour Londres)
a probablement nuit à la capacité de généralisation apprise pour ce centre. Pour résoudre
cela, nous avons limité la synthèse de domaine à un sous-domaine spécifique, dans notre
cas le centre de Londres A, pour laquelle une synthèse satisfaisante pouvait être obtenue.

Nous avons ensuite appliqué une augmentation appropriée, GBA, afin d’exposer le
réseau de segmentation en aval à diverses apparences de tumeurs, en particulier celles
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attendues dans le second sous-domaine B et manquante à la synthèse I2I. Naturellement,
d’autres améliorations auraient pu être envisagées, qu’elles soient liées à la synthèse ou
à notre manière d’augmenter les pseudo-images. Par exemple, le développement d’archi-
tectures de réseaux plus complexes pour la synthèse I2I pourrait permettre de réduire
davantage le décalage de domaine et ainsi faciliter la segmentation, voire en les entraî-
nant de bout en bout (end-to-end). Des augmentations spécifiques durant la synthèse
pourraient également permettre cela. D’autres équipes performantes du challenge ont ef-
fectivement eu recours à des modèles I2I plus complexes, basés par exemple sur CUT
[83], NICE-GAN [204], ou encore sur l’ajout de segmenteurs à l’intérieur du modèle de
synthèse de domaines [180]). En théorie, notre méthode GBA pourrait également être
combinée à ces approches. Cependant, notre objectif était d’explorer l’intérêt de GBA de
manière indépendante en utilisant des modèles de synthèse et de segmentation convention-
nels connus de la communauté. De ce point de vue, l’augmentation proposée a conduit
à des améliorations significatives des performances de segmentation lorsqu’elle est em-
ployée en combinaison avec des méthodes d’augmentation de données conventionnelles,
utilisées dans des modèles reconnus tels que nnU-Net. La version naïve de GBA, une alté-
ration simple mais grossière des contrastes des tumeurs sans variation réaliste, permettait
déjà d’améliorer les performances de segmentation. Le fait de diversifier davantage les tu-
meurs altérées au sein de l’image cible en utilisant SinGAN a ensuite amélioré de manière
constante les performances de segmentation en aval, bien que la différence n’était pas
significative selon un test t apparié sur l’ensemble de validation constitué de 64 patients.

Nous avons soumis un certain nombre d’expériences à la validation en ligne pour
confirmer l’importance de GBA dans notre approche. En raison du nombre limité de
soumissions (une par jour) et du coût en ressources, et comme expliqué au chapitre 3, de
nombreux paramètres ont été déterminés empiriquement afin d’optimiser qualitativement
les images générées puis les distributions des tumeurs présentées sur les KDE de la Fig. 4.7.
Même si plusieurs choix ont été décidés par rapport aux scores obtenus sur la validation,
un ajustement plus fin (fine-tuning) des paramètres aurait probablement conduit à de
meilleurs résultats. Par exemple, nous avons sélectionné nos valeurs scalaires d’altération
de contraste λ en inspectant la distribution des tumeurs dans l’ensemble cible à l’aide
de pseudo-labels après la première étape de segmentation et à l’issue d’un entraînement
particulier de CycleGAN, soit "Londres seul #1" dans le Tab. 4.10, ce qui est clairement
sous-optimal. Cela explique dans ce tableau pourquoi cette expérience montre le plus gros
gain avec GBA. D’une manière générale, trouver une meilleure heuristique pour adapter
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ces paramètres en temps réel au cours de la procédure d’auto-entraînement permettrait
probablement d’obtenir de meilleurs résultats.

Enfin, bien qu’une stratégie itérative auto-supervisée avec des pseudo-labels ait consi-
dérablement amélioré les résultats de segmentation, cette pratique est souvent limitée.
Premièrement, le coût en ressources est fortement augmenté lors de l’utilisation d’auto-
entraînement itératif. Avec GBA, nous avons considérablement amélioré les performances
avant toute itération, réduisant le bénéfice de l’auto-entraînement grâce à GBA, une mé-
thode d’augmentation bien moins coûteuse en ressources. Deuxièmement, les prédictions
erronées réutilisées en aval, où les tumeurs sont partiellement ou totalement manquées,
peuvent nuire aux performances du modèle final. Pour résoudre ce point, attribuer diffé-
rents niveaux de confiances aux pseudo-labels pourrait réduire le risque d’employer des
pseudo-annotations trop bruitées lors de l’apprentissage [146], [205]. C’est précisément
cette limite qui peut expliquer l’instabilité de l’auto-entraînement lorsque seules les aug-
mentations nnU-Net étaient utilisées dans le Tab. 4.11. Dans notre cas, l’altération naïve
des tumeurs, tout comme GBA, ont chacune entraîné une augmentation statistiquement
significative des performances de segmentation après le premier passage de segmenta-
tion par rapport aux augmentations nn-UNet. Bien que les performances entre GBA et
sa version naïve n’étaient pas statistiquement significatives sur l’ensemble de validation
constitué de seulement 64 patients, nous postulons que le fait d’exposer le réseau à une
plus grande diversité de tumeurs réalistes à chaque itération a été déterminante au succès
de notre approche.

Même si cela n’a pas été quantifié dans nos travaux, l’utilisation de GBA risque éga-
lement d’amener à des faux positifs. Plus particulièrement, si le nombre d’augmentations
est trop élevé ou que les paramètres λ sont trop étendus, le modèle pourrait étendre sa
représentation latente de ce qu’est une tumeur, et ainsi inclure d’autres structures lors
de sa segmentation. Garder la plus grande composante principale permet alors de retirer
les potentiels faux positifs, mais ce problème reste ouvert si plusieurs tumeurs peuvent
exister au sein d’une même image.

4.6 Conclusion

Dans ce chapitre, nous avons présenté une application de notre méthode d’augmenta-
tion GBA dans le contexte du challenge CrossMoDA 2022 en segmentation inter-modale
non-supervisée de tumeurs entre IRM ceT1 annotés et hrT2 non-annotées, tous deux d’ori-
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gine multi-centrique. La méthode proposée, composée d’un modèle de synthèse I2I suivi
de segmentation avec auto-entraînement itératif, s’est placé en première place du chal-
lenge CrossMoDA 2022 sur la tâche de segmentation de tumeurs. L’utilisation de GBA
lors de la segmentation a permis de réduire le décalage de domaine tout en diversifiant
les apparences de tumeurs après la synthèse. La différence entre GBA et sa version naïve
est sensible, avec un avantage faible mais constant pour la version profonde. L’utilisation
de SinGAN a donc été un facteur clé de notre réussite à ce challenge.

Dans le chapitre suivant, nous abordons d’autres applications de GBA dans des tra-
vaux exploratoires, en segmentation de métastases cérébrales sur images TDM ainsi qu’en
détection de nodules sur radiographie pulmonaire.
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Chapitre 5

APPLICATIONS EXPLORATOIRES EN

TOMODENSITOMÉTRIE CÉRÉBRALE ET

RADIOGRAPHIE THORACIQUE

Ce chapitre présente deux applications exploratoires montrant le
potentiel de GBA et de l’harmonisation one-shot. Tout d’abord,
nous évaluons à quel point il est possible de réduire le nombre
d’images d’entraînement sans dégradation des résultats. Pour cela,
nous appliquons GBA et sa version naïve pour la segmentation de
métastases cérébrales en imagerie TDM, une tâche difficile, à très
bas régime de données. Nous montrons qu’il est possible de réduire
drastiquement le nombre d’images à l’entraînement sans perte de
performances à l’aide de GBA. Ensuite, dans le cadre du challenge
NODE21, nous tâchons de synthétiser des nodules sur radiographie
pulmonaire 2D à partir de patchs de nodules 3D en TDM pour
améliorer leur détection. Après projection des coupes coronales et
adaptation des contrastes, la méthode traditionnelle propose d’em-
ployer Poisson blending pour intégrer le nodule dans une image
donnée. Nous remplaçons cette technique par l’harmonisation uti-
lisée dans GBA afin d’intégrer de manière plus réaliste la tumeur.
Même si la méthode de référence a fourni de meilleures résultats,
l’emploi d’un modèle one-shot conserve un potentiel intérêt.

Résumé
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5.1 Segmentation à bas régime de données de méta-
stases cérébrales sur imagerie TDM

Nous avons vu dans le chapitre précédent une première application de GBA en seg-
mentation inter-modale afin de réduire un écart de domaines. Au vu du réalisme des
images générées avec cette méthode, nous postulons qu’il est possible de réduire le nombre
d’images disponibles à l’entraînement sans perte de performance en employant GBA. En
effet, en variant les apparences et contrastes des ROI, il est possible de synthétiser une va-
riété conséquente d’images réalistes représentant la distribution de ROI souhaitée. Même
si notre méthode n’inclut pas de variations de l’anatomie de chaque patient, nous po-
sons l’hypothèse qu’à bas régime de données, il est plus intéressant de varier les tumeurs
que les anatomies. Ainsi, nous évaluons, dans cette section, notre augmentation dans un
contexte de segmentation difficile, pour lequel peu d’images pertinentes sont disponibles
à l’entraînement : la segmentation de métastases cérébrales en imagerie TDM. Ce travail
a été présenté à la conférence IEEE NSS-MIC 2022.

5.1.1 Contexte clinique et problématique

Une métastase cérébrale est une tumeur maligne. Elle apparaît dans le cerveau lors-
qu’un autre organe est atteint d’un cancer, créant une tumeur via le processus de cascade
métastatique [206]. Les symptômes diffèrent en fonction de la zone du cortex atteinte,
comme des maux de tête persistants, nausées, crises d’épilepsie ou encore troubles fonc-
tionnels et comportementaux. En présence de métastases cérébrales, la routine clinique
pour un traitement par radiothérapie stéréotaxique est généralement l’acquisition d’une
IRM pour la segmentation des tumeurs, d’un scan TDM pour le calcul de dose à déli-
vrer, ainsi que d’une tomodensitométrie à faisceau conique (CBCT, cone beam computed
tomography) avant chaque traitement pour positionner le patient [207]. Le scan TDM
étant nécessaire pour mesurer l’atténuation des rayons dans les différents tissus, nous pro-
posons d’essayer de segmenter les tumeurs sur cette même modalité afin de simplifier le
parcours patient. Cependant, les métastases peuvent être très difficiles à identifier et à dé-
limiter sur cette modalité, notamment en raison de leur taille parfois très réduite, de leur
emplacement ou de leur composition tissulaire. En parallèle, d’autres sont parfaitement
identifiables sur cette modalité, comme présenté sur la Fig. 5.1. En pratique, l’apparence
des métastases sur imagerie TDM est très variable d’un patient à l’autre.
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Étant donné la difficulté de la tâche, les modèles de détection ont principalement été
évalués par la communauté. Sur images TDM avec injection de contraste, les performances
sont encourageantes, avec des résultats acceptables pour les lésions de plus de 3 mm de
diamètre [208]. Cependant, sans injection, un certain nombre de tumeurs de diamètre
inférieur à 6 mm ne sont pas reconnus [209]. Pour cette raison, l’IRM reste privilégiée
pour la segmentation des métastases [207]. Cependant, la segmentation sur images TDM
permettrait, pour certains patients, de se passer d’acquisition IRM. De plus, les méta-
stases évoluant rapidement, la segmentation pourrait aussi être adaptée ou corrigée si
un temps conséquent s’est écoulé entre l’acquisition IRM et l’imagerie TDM. À terme,
la segmentation précise de tumeurs sur CBCT permettrait d’affiner la localisation de la
tumeur au moment du traitement, tendant donc vers la radiothérapie adaptative.

Figure 5.1 – Exemple d’images TDM où la tumeur est visible (à gauche) ou non (à
droite) à l’œil humain.

5.1.2 Augmentation réaliste

Dans ce contexte, nous disposons d’un certain nombre d’acquisitions TDM pour l’ap-
prentissage. Sur une majorité d’entre elles, les métastases ne semblent pas visibles à l’œil
nu. Nous choisissons donc de restreindre l’apprentissage à des patients pour lesquelles
les tumeurs sont clairement identifiables. Ces images sont ainsi sélectionnées manuelle-
ment avant entraînement d’un modèle de segmentation, réduisant radicalement le nombre
d’images disponibles à l’apprentissage. Nous cherchons alors à tester le potentiel de GBA
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et de sa version naïve pour diversifier ces tumeurs et améliorer la robustesse et la généra-
lisation du modèle de segmentation. Nous testons ainsi deux régimes de données, N = 10
et N = 32 images, sans puis avec GBA ou sa version naïve.

5.1.3 Contexte de validation

Le jeu de données est privé et composé de 184 scans TDM de patients atteints de
métastases cérébrales [210]. Ces images, collectées dans le contexte de radiothérapie sté-
réotaxique au CHRU de Brest de 2014 à 2018, sont manuellement segmentées sur des
IRM co-enregistrées et alignées aux TDM afin de produire des masques du volume tumo-
ral macroscopique (GTV, gross target volume). Les types histologiques des patients sont
principalement le cancer du sein (61%), le cancer des poumons (16%) et le mélanome
(11%). 62% des patients présentent une seule métastase, les autres en présentant entre 2
et 6. L’échantillonnage spatial des images TDM d’origine est compris entre 0.7 × 0.7 × 1.5
mm3 et 1.0 × 1.0 × 1.5 mm3, avec une taille axiale de 512 × 512 pixels. Avant augmenta-
tion ou passage dans le modèle, les images sont seuillées selon le fenêtrage [0, 150] unité
Hounsfield pour améliorer le contraste des tissus mous. Une sous-image (ou crop) centré
sur le cerveau est ensuite extraite, de taille 256 × 256 × z où z représente le nombre de
coupes axiales 2D.

Le modèle de segmentation est nnU-Net, entraîné pendant 500 époques sur un unique
pli (ou fold), avec l’emploi d’augmentations de données conventionnelles [21]. Au vu du
nombre d’images présentes et du caractère expérimental de ces travaux, l’entraînement
de cinq folds avec ensembling n’est pas adapté. 1 La métrique d’évaluation choisie est le
Dice. Dans chaque régime de données (N = 10 et N = 32), la totalité des images ont été
augmentées via GBA ou sa version naïve quatre fois, avec λ ∈ {0.6, 0.8, 1.2, 1.4}, ainsi que
K = 12 et k∗ = 3 dans le cas de GBA. Ces paramètres ont été manuellement choisis afin
de générer des tumeurs réalistes à l’œil humain. Nous utilisons les 152 images restantes
pour la validation. Afin d’évaluer la segmentation uniquement pour les patients où la
métastase est identifiable, nous retirons toutes les images n’atteignant jamais 0.2 de Dice.
Cette sélection a donc réduit l’évaluation à un ensemble de 61 images.

1. Nous discutons de ce choix dans l’annexe Évaluation environnementale et bilan carbone.
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(a) (b)

(c) Naive, λ = 0.6 (d) GBA, λ = 0.6 (e) Naive, λ = 1.4 (f) GBA, λ = 1.4

Figure 5.2 – Résultats de l’augmentation naïve et profonde de métastase cérébrale sur
images TDM. (a) Image TDM (b) zoom sur la tumeur (c,d,e,f) tumeurs augmentées avec
les deux méthodes et différents λ.

5.1.4 Résultats

La Fig. 5.2 présente une tumeur d’une acquisition TDM du jeu d’entraînement et
ses versions augmentées avec λ = 0.6 et λ = 1.4. Les images générées par GBA étaient
globalement réalistes, à la fois dans le cas λ < 1 et λ > 1, malgré de légers artefacts en
hypersignal induit par SinGAN, comme sur l’image représentée sur la Fig. 5.2f. Concernant
l’augmentation naïve, l’image 5.2e était également assez réaliste, tandis que les contours
du masque de segmentation étaient identifiables sur l’image de la Fig. 5.2c, nuisant au
réalisme de celle-ci.

La Fig. 5.3 montre un résultat de segmentation sur un patient de l’ensemble de test,
sans et avec GBA pour les deux régimes de données. Pour ce patient, le modèle entraîné
avec 10 images sans GBA n’avait pas reconnu la tumeur. L’emploi de GBA avait alors
permis sa reconnaissance partielle, avant d’être nettement amélioré avec 32 images à
l’entraînement.
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(a) (b) (c) (d) (e)

Figure 5.3 – Résultats qualitatifs de segmentation, extraits de l’ensemble de test, en
fonction des différents régimes de données. (a) scan TDM d’origine, (b) N = 10 sans

GBA, (c) N = 10 avec GBA, (d) N = 32 sans GBA, (e) N = 32 avec GBA. Les
contours verts représentent la vérité-terrain, tandis que les contours rouges

correspondent aux différentes méthodes.

Figure 5.4 – Diagramme moustache des scores de segmentation en fonction des différents
régimes de données. Dans chaque sous-diagramme, le trait en pointillé et le trait plein
jaune représente respectivement la moyenne et la médiane des scores obtenus.
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La Fig. 5.4 présente un diagramme moustache en fonction des deux régimes de données
et des différentes augmentations appliquées : avec les augmentations conventionnelles de
nnU-Net seules, avec l’ajout de notre augmentation naïve, ou l’ajout de GBA. Le Tab. 5.5
résume les scores obtenus dans chaque cas. Tout d’abord, la meilleure moyenne de Dice
obtenue était de 0.46 ± 0.28, avec N = 32 et GBA. Nous avons également observé un
certain nombre de patients ayant un Dice supérieur à 0.8, témoignant d’une segmentation
réussie. Ensuite, dans les deux régimes de données, l’emploi d’une des versions de GBA a
considérablement amélioré les performances de segmentation et réduit le nombre de cas
d’échec, passant de 40 à 23 dans le cas N = 10, et de 27 à 13, voire 11 selon l’augmentation.
Plus précisément, les performances obtenues avec N = 10 avec l’une de nos augmentations
étaient similaires à celles obtenues avec N = 32 sans augmentation spécifique. Enfin, les
résultats obtenus avec la version naïve ou profonde de GBA étaient très proches, avec
une médiane plus élevée et une moyenne plus basse pour GBA dans le cas N = 10, et
inversement dans le cas N = 32.

Configuration Dice (25%, 50%, 75%) Nombre d’échecs
N = 10 avec aug. de nnU-Net 0.21 ± 0.30 (0, 0, 0.51) 40

N = 10 + aug. naïve 0.39 ± 0.32 (0, 0.39, 0.73) 23
N = 10 + GBA 0.38 ± 0.33 (0, 0.40, 0.69) 23

N = 32 avec aug. de nnU-Net 0.37 ± 0.33 (0, 0.42, 0.69) 27
N = 32 + aug. naïve 0.44 ± 0.30 (0.20, 0.53, 0.71) 13

N = 32 w/ aug (ours) 0.46 ± 0.28 (0.28, 0.52, 0.67) 11

Table 5.5 – Scores de segmentation sur l’ensemble de test.

5.1.5 Discussion

La tâche de segmentation de métastases cérébrales en imagerie TDM est particuliè-
rement complexe. À travers ces travaux, nous avons cherché à évaluer la pertinence de
cette tâche et l’intérêt de diversifier les ROI. Les performances globales sont assez basses,
avec des moyennes de Dice inférieure à 0.5. Pour un nombre restreint de patients, nous
avons observé des Dices supérieurs à 0.8, témoignant d’une segmentation assez fidèle à
la vérité-terrain pour ces patients. La méthode de validation que nous avons employée
sous-évalue leur proportion, car nous avons préalablement retiré les 32 patients où les
tumeurs étaient les mieux reconnaissables à l’œil nu. Parmi les 152 patients de validation,
on dénote principalement des tumeurs assez difficiles à segmenter. En approfondissant
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ces travaux et en associant des scores de confiance aux segmentations générées, on peut
imaginer un affinement de la segmentation des métastases juste avant le traitement par
dose. Cependant, parmi ces mêmes 152 patients, 91 d’entre eux ont été exclus, car ils n’at-
teignaient jamais 0.2 de Dice dans au moins une expérience. L’intérêt clinique de cette
tâche serait donc, en l’état, plus que limité. Le nombre d’images à l’entraînement devrait
tout d’abord être augmenté, et les paramètres d’utilisation de GBA devraient être affinés
en fonction.

L’utilisation des versions naïve comme profonde de GBA montrent tout de même un
gros intérêt pour améliorer les performances de segmentation dans un contexte difficile en
imagerie TDM. Comme observé sur la Fig. 5.4, nous montrons qu’il est possible de réduire
le nombre de données lors de l’entraînement, de 32 à 10, lorsqu’une de nos augmentations
est employée. GBA permet donc de réduire la dépendance en données dans les cas où
leur nombre est particulièrement limité, en employant 80% d’images augmentées dans
l’ensemble d’entraînement. Cependant, la différence entre les versions naïve et profonde est
très faible. Aucune des méthodes ne semble dépasser l’autre au vu des résultats obtenus.
Cela montre qu’à bas régime de données, la qualité de l’harmonisation n’a qu’une très
faible influence sur la qualité des segmentations générées.

5.2 Synthèse et détection de nodule pulmonaire sur
radiographie

Dans le chapitre 3, nous avons comparé la méthode d’harmonisation traditionnelle
sans DL Poisson blending et l’harmonisation via SinGAN pour l’intégration de tumeur
dont le contraste a été altéré. Nous avons observé que le Poisson blending ne modifiait
pas le contenu des tumeurs et était à peine plus réaliste qu’une intégration naïve sans
harmonisation. Nous postulons donc que la méthode de Poisson blending peut être rem-
placée par SinGAN dans les contextes où elle est communément employée [189], [190].
C’est notamment le cas en simulation de nodules sur radiographie pulmonaire à partir de
patchs 3D de nodules en imagerie TDM [211]. Nous évaluons donc, dans cette section, le
potentiel de l’harmonisation one-shot de tumeurs dans le cadre de la synthèse de nodules.
Cette méthode a été proposée pour la compétition NODE21.
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5.2.1 Contexte clinique

Un nodule est une tumeur, bénigne ou maligne, localisée dans les poumons [212]. Sa
détection doit être la plus précoce possible pour traiter un potentiel cancer des poumons
et augmenter les chances de guérison. Elle est généralement effectuée sur image TDM
ou radiographie pulmonaire. En raison de son faible coût et de la faible dose reçue par
le patient, cette seconde modalité est privilégiée. Elle est également plus courante que
l’examen TDM. Cependant, la détection de nodule est plus difficile sur radiographie tho-
racique que sur acquisitions TDM [213]. La Fig. 5.6 montre quelques exemples types de
nodules sur radiographies. Des algorithmes de détections, basés par exemple sur Faster
R-CNN, ont donc été développés, principalement en imagerie TDM avec injection de pro-
duit de contraste ainsi que sur radiographie [214]-[216]. Afin d’améliorer les performances
en radiographie, la synthèse de nodules sur radiographie à partir de nodules TDM et sans
DL est employée en tant qu’augmentation de données [211]. Cette technique a été définie
comme baseline dans la tâche de génération du challenge NODE21 afin d’encourager la
communauté à faire évoluer cette méthode.

Figure 5.6 – Deux exemples de radiographies présentant des nodules pulmonaires, avec
zoom sur ces derniers.

5.2.2 Méthodologie

Dans ce contexte, nous proposons une variation de la méthode de référence, basée sur
Poisson blending, en appliquant le modèle one-shot SinGAN pour l’harmonisation.
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Méthode de référence

La méthode de référence, sans DL, part de l’hypothèse qu’une image TDM projetée
dans le plan coronal est similaire à une radiographie frontale [211]. Pour chaque radio-
graphie à augmenter en simulant un nodule dans une certaine boîte englobante (bounding
box), un patch de nodule TDM 3D est sélectionné parmi ceux ayant un rayon similaire à
la taille de la boîte. Après ré-échantillonage isotropique et sans distorsion, le nodule est
projeté dans le plan 2D frontal. Le contraste global est ensuite modifié afin que les pixels
correspondent aux valeurs types rencontrées sur radiographe pulmonaire et que le nodule
présente un contraste compatible avec l’arrière-plan de la boîte englobante. Le nodule 2D
est enfin intégré dans la boîte englobante à l’aide de la méthode de Poisson blending pour
intégrer le nodule dans l’image saine [188].

Emploi de SinGAN

Nous proposons d’adapter cette méthode en remplaçant Poisson blending par l’har-
monisation effectué par SinGAN dans notre méthode d’augmentation GBA. Avant cette
étape, en raison de la nature projective de la radiographie par rayon X, nous mélangeons le
nodule à l’information déjà présente dans l’image. Ainsi, les tissus superposés au nodule
sont atténués, mais restent présents dans la radiographie augmentée. Toutes les autres
étapes sont identiques à la méthode de référence. Ainsi, le contraste souhaité est choisi
selon la méthode de référence, différant de la méthode GBA proposée au chapitre 3.

Après évaluation visuelle des nodules réels, nous observons qu’une grande variété d’ap-
parence de nodules est présente. Nous avons notamment remarqué que ceux situés dans
les régions inférieures des poumons, ayant subi une atténuation plus élevée, présentent
généralement un hypersignal spécifique à ces régions. Nous distinguons donc deux caté-
gories de nodules, associées à deux entraînements de SinGAN distincts. La décision du
choix des poids à utiliser repose alors sur un seuillage Otsu en 4 classes, une méthode
de clustering traditionnelle [217]. À partir de l’histogramme de l’image, les pixels sont
répartis dans chaque classe en minimisant la variance intra-classe. Les poids du modèle
SinGAN d’intensité plus élevée sont alors sélectionnés lorsque la majorité des voxels de la
boîte englobante appartiennent à la classe d’intensité supérieure.
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5.2.3 Contexte de vadidation

Les organisateurs du challenge NODE21 ont fourni 4882 radiographies, dont 3748
images saines, toutes de taille 1024×1024 pixels. Un ensemble de 1186 nodules TDM 3D et
leurs masques de segmentation correspondants était également disponible. Visuellement,
les radiographies montrent des contrastes et bruits très différents d’une image à l’autre.
Dans le cadre de la compétition, les images à augmenter et les coordonnées des boîtes
englobantes ont été figées. Ainsi, 1200 images saines ont été augmentées à l’aide de notre
méthode.

Afin de classer les méthodes, un réseau de détection est entraîné pour chaque parti-
cipant à la compétition. Même si nous postulons qu’il est nécessaire de mélanger images
réelles et générées pour limiter le risque de sur-apprentissage, chaque modèle a été entraîné
uniquement avec des images générées, sans aucune image réelle. Ainsi, les organisateurs
ont choisi de séparer ces 1200 images en deux groupes : 1000 pour l’entraînement, ainsi
que 200 pour la sélection des meilleurs poids lors de l’entraînement. Afin d’évaluer les
différentes méthodes pendant la compétition, un ensemble d’images composé de 200 ra-
diographies saines et de 200 contenant de vrais nodules, toutes différentes de celles vues
à l’entraînement, sont utilisées pour évaluer le modèle après entraînement. 298 radiogra-
phies sont également restées privées pour comparer et classer les différents participants
à l’issue de la compétition, sans précision sur la proportion d’images saines et malsaines.
Les participants ont été classés en fonction de deux métriques, liées à la classification
de chaque image comme saine ou non (75% de la métrique finale), et à la précision des
boîtes englobantes prédites (25% de la métrique finale). Les deux tâches étant liées, nous
évaluons ici uniquement les performances de la première métrique, l’aire sous la courbe
ROC (AUC, area under the ROC curve).

SinGAN a été entraîné de manière équivalente à son utilisation dans GBA, deux fois
sur deux sous-images de taille 256 × 256 pour éviter les dépassements de capacité des
GPU, avec r = 0.85, K = 16, k∗ = 3. Afin de renforcer le réalisme des nodules générés
tout en réduisant le risque de sur-apprentissage, nous avons ajouté du bruit gaussien avec
µ = 0, σ = 3 après harmonisation. Le Faster R-CNN utilisé pour évaluer la méthode a
été entraîné durant 1000 époques. Les poids finalement conservés sont ceux ayant obtenu
l’AUC la plus élevée sur le sous-ensemble de validation.
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(a) (b) (c) (d)

Figure 5.7 – Résultats visuels de la méthode de référence (colonnes (a) et (b)) et de la
variante basée sur SinGAN (colonnes (c) et (d)).

5.2.4 Résultats

La Fig. 5.7 présente quelques images augmentées par la méthode de référence et celle
proposée. Qualitativement, la baseline a parfois généré plusieurs artefacts, pointés par
les flèches rouges sur la figure. Ces derniers étaient dûs aux contours de certains nodules
combinés à une mauvaise intégration par Poisson blending. Aucun artefact de ce type
n’a été observé dans les images générées par notre méthode. Notre synthèse présentait
des nodules globalement mieux fondus, sans aucun contours apparents. En dehors de cet
aspect, les deux augmentations ont généré une large palette de nodules réalistes, autant
en termes de forme que de contraste.

Harmo. avec Poisson blending Harmo. avec SinGAN
AUC 0.71 ± 0.03 0.68 ± 0.02

Table 5.8 – Scores de classification de la méthode de référence et de la variante proposée
incluant SinGAN, obtenus sur images réelles.

Cependant, les résultats quantitatifs obtenus sur images réelles, présenté dans le Tab.
5.8, étaient plus faibles avec notre méthode. Nous avons observé une différence d’AUC de
0.03 sur un total de 400 images. Ces performances étaient inattendues au vu des résultats
visuels précédemment décrits. Nos performances se sont ensuite effondrées sur le jeu de
test resté privé, avec une AUC de 0.58. De plus, lors des expérimentations, nous avons
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observé une grande instabilité d’apprentissage, résultant en des AUC très variables.

5.2.5 Discussion

La raison principale de cette instabilité et de la perte de performance est probable-
ment la grande variété de bruit existant dans les radiographies pulmonaires à augmenter.
SinGAN étant entraîné sur une unique image, il n’a pas appris les différents bruits et
textures présents dans l’ensemble des données. Il est donc incapable de reproduire avec
précision la diversité du bruit présent dans tout l’ensemble, ni de l’adapter au cas par
cas. On peut par exemple observer cette différence sur la deuxième image de 5.7d, où le
nodule est moins bruité que les projections environnantes. De plus, le modèle de détec-
tion étant entraîné uniquement sur images augmentées, i.e. aucun nodule réel, le risque
de sur-apprentissage est considérablement plus élevé qu’un entraînement mélangeant les
deux. Nous pensons donc que le modèle a davantage appris à reconnaître les variations
de bruit au sein des images d’entraînement plutôt que les caractéristiques propres aux
nodules. En pratique, l’entraînement de la détection avec nos augmentations convergeait
plus rapidement que celui de la baseline, ce qui semble confirmer cette hypothèse. Dans
ce contexte, la méthode de Poisson blending semble donc plus appropriée qu’un modèle
one-shot comme SinGAN. Les artefacts générés par la baseline n’ont a priori pas nui à
l’entraînement de la détection.

Une première solution serait d’entraîner le modèle sur un mélange de nodules réels
et générés afin de réduire le risque de sur-apprentissage. Cependant, dans le cadre de la
compétition, le modèle de détection est entraîné par les organisateurs, ne nous permettant
pas d’influer sur les images employées à cette étape. Nous pensons tout de même que cette
modification de validation pourrait avoir un impact significatif sur les performances de
notre méthode. Une seconde solution pourrait être d’augmenter le nombre d’entraînements
de SinGAN, en fonction des différents types de bruit observés. Cela mènerait à une grande
distinction de cas, qui risque toujours de ne pas particulièrement profiter au modèle. De
plus, le coût en temps et ressources d’un plus grand nombre d’entraînements de SinGAN,
comme abordé en section 2.4, ne représente pas la démarche de nos travaux. Enfin, une
dernière solution serait d’entraîner un unique modèle sur l’ensemble des images malsaines
disponibles. L’équipe remportant le challenge a d’ailleurs choisi cette approche, employant
un modèle d’inpainting [218]. Leur méthode consiste à apprendre le remplissage réaliste
des boîtes englobantes en contraignant la texture générée [219]. Ils n’ont ainsi pas utilisé
les patchs de nodules TDM fournis et ont ajouté des images publiques de radiographies
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thoraciques externes au challenge durant l’entraînement.
L’utilisation de SinGAN pour l’harmonisation d’une structure sur une modalité d’image

projective, où Poisson Blending est communément employé, montre une première limite
du modèle. Même si le protocole de validation montre plusieurs faiblesses, la disparition
du bruit spécifique aux images est critique, notamment lorsque aucun nodule réel n’est
employé à l’entraînement.

5.3 Conclusion

Nous avons présenté dans ce chapitre deux travaux exploratoires, sur deux modalités
différentes, afin d’évaluer divers cas d’usages potentiels de GBA et ses limites.

Tout d’abord, la segmentation de métastases cérébrales en imagerie TDM tend à mon-
trer qu’il est possible de réduire le nombre de données d’entraînement sans perte de per-
formance. Les performances des versions naïves et profondes de GBA étant très proches,
l’harmonisation n’a que peu d’influence à bas régime de données. Une altération des
intensités des voxels tumoraux sans blending particulier permet alors une amélioration
conséquente des performances.

Ensuite, la détection de nodules pulmonaires sur radiographie pulmonaire témoigne du
besoin de mélanger images réelles et générées, afin de limiter les biais liés à la validation
croisée. La variété de bruit présent dans les images d’entraînement et de test est également
à prendre en compte lors de l’utilisation de GBA ou plus généralement de la fonction
d’harmonisation de SinGAN.
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CONCLUSION GÉNÉRALE ET

PERSPECTIVES

Dans ce travail de thèse, nous avons proposé une stratégie d’augmentation de données
pour la segmentation d’images biomédicales, GBA, se décomposant 1) en une méthode
naïve d’altération des contrastes pathologiques suivant la distribution attendue dans le
domaine de déploiement, et 2) en une harmonisation fine de l’apparence de ces structures
altérées, adaptée au domaine de déploiement par un modèle génératif profond de type Sin-
GAN. Ces contributions permettent de réduire l’impact de plusieurs biais intrinsèques aux
données pour l’apprentissage profond, notamment le manque et le décalage de données au
niveau des ROI. Nous favorisons l’adéquation de l’apparence des ROI du domaine source
d’entraînement avec celle du domaine cible en altérant l’intensité et le contraste des ROI.
Nous rapprochons ainsi les caractéristiques des ROI disponibles à l’entraînement, avec
celles vues lors du déploiement. Nous insistons sur le réalisme des images augmentées
pour qu’elles soient fidèles aux particularités du domaine cible grâce à l’harmonisation
one-shot auto-supervisée des tissus altérés. Ce faisant, nous encourageons ainsi la géné-
ralisation et la robustesse du modèle de segmentation en aval, quelle que soit la quantité
de données disponibles à l’entraînement.

Au travers des différents scénarios cliniques présentés dans ce manuscrit, nous avons
évalué l’influence des techniques d’augmentation proposées pour différents régimes de
données et sur plusieurs modalités d’imagerie. L’apport des transformations linéaires de
contrastes des ROI (approche dite naïve) permet des gains de performance conséquents
vis-à-vis d’augmentations conventionnelles, avec une complexité faible. Nous avons no-
tamment observé des améliorations de l’ordre de 5 à 10 points de Dice, en segmentation
directe de ROI ou en segmentation inter-modale. À plus haut régime de données, harmo-
niser de manière plus réaliste et non-linéaire les ROI par un modèle SinGAN a permis
d’améliorer les performances de cette stratégie naïve, avec un gain supplémentaire de
l’ordre de un point de Dice. L’harmonisation par mélange génératif permet à la fois de
mieux réintégrer la ROI dans l’image d’origine, tout en adaptant et diversifiant son ap-
parence de manière réaliste par rapport au domaine cible. À bas régime de données, cette
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étape montre toutefois un intérêt plus limité, avec des performances similaires pour les
deux cas d’augmentations considérées (altération naïve ou mélange génératif).

À partir de ces observations, nous pouvons déterminer des heuristiques, des bonnes
pratiques à adopter en fonction du régime de données rencontré. Avec un nombre restreint
d’images, altérer naïvement les ROI semble suffisant. Cela permet d’étendre la distribu-
tion couverte et ainsi de corriger un potentiel écart de domaines au niveau des ROI. À
plus haut régime de données, comme celui rencontré dans le challenge CrossMoDA, appli-
quer une harmonisation adaptée et réaliste semble améliorer plus sensiblement les perfor-
mances. L’emploi d’un modèle one-shot de type SinGAN pour apprendre l’harmonisation
semble aussi particulièrement pertinent quand images réelles et augmentées composent
le jeu d’entrainement, comme dans le cas de configurations d’auto-entrainement itéra-
tif avec pseudo-labels. Dans le cas du mélange génératif, il convient également d’évaluer
les caractéristiques du domaine de déploiement : s’il est trop hétérogène, le risque de sur-
apprentissage des caractéristiques d’une seule image est plus grand. Nous nous sommes en
effet restreints dans ce travail au cas où une seule image du domaine de déploiement (dans
le cas de CrossMoDA ou des métastases sur TDM) ou deux (dans le cas de NODE21) sont
employées pour l’apprentissage du modèle de mélange génératif. On pourrait néanmoins
envisager d’apprendre sur davantage d’images pour mieux couvrir les caractéristiques du
domaine de déploiement, avec un coût calculatoire proportionnel au nombre d’images.

Dans les différents scénarios évalués, un grand nombre d’hyper-paramètres ont été
manuellement sélectionnés afin de générer des ROI d’apparence globale réaliste pour l’œil
humain. Si cette approche empirique n’est pas optimale, comme discuté au chapitre 3, elle
permet néanmoins des gains de performance sans utilisation de ressources d’optimisation
superflues liées à l’ajustement de ces paramètres, ce qui nous semble un point important à
l’heure où la ressource calculatoire est devenue un aspect énergétique critique 2. De plus,
dans le contexte inter-modal du chapitre 4, le gain entre GBA et sa version naïve étant
faible, statistiquement non significatif, nous pensons qu’une exploration exhaustive de
l’espace des paramètres n’aurait pu permettre qu’une amélioration marginale des résultats
obtenus sur ce cas.

D’autres méthodes d’harmonisation pourraient également être appliquées aux contextes
cliniques décrits dans cette thèse. Nous avons notamment vu au chapitre 5 que la mé-
thode de Poisson Blending reste pertinente, bien qu’elle ne permette pas des modifications
structurelles des régions à harmoniser. Ensuite, des modèles profonds peuvent également,

2. Nous dressons un bilan énergétique en annexe Évaluation environnementale et bilan carbone
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avec des tâches auto-supervisées comme la nôtre ou via l’apprentissage par transfert par
exemple, apprendre à harmoniser les images altérées, que ce soit en modifiant la ROI
ou directement l’ensemble de l’image. Enfin, récemment, des approches basées patch, non
basées sur l’apprentissage, ont été proposées pour émuler les propriétés de SinGAN, rédui-
sant considérablement les coûts calculatoires engendrés par l’emploi de modèles profonds
[220]. Ce type d’approches alternatives mériterait certainement une évaluation dans un
contexte de mélange génératif pour l’augmentation.

Dans les différentes applications cliniques décrites, nous avons montré que des augmen-
tations dédiées à l’imagerie médicales permettent des gains de performance vis-à-vis de
méthodes d’augmentations conventionnelles appliquées de manière aléatoire. Nous nous
appuyons ainsi sur des modèles efficaces et relativement économes en paramètres, comme
les U-Nets [14], à partir desquels nous démontrons des améliorations significatives de
performance.

Au-delà de la segmentation, ces travaux s’inscrivent dans le cadre d’une approche plus
frugale, contrairement aux approches privilégiant des architectures plus complexes d’un
point de vue calculatoire, ou plus consommatrices de données, pour un gain de perfor-
mance parfois marginal. Nous avons ainsi mis les données et leur représentativité au centre
de nos réflexions, plutôt que l’architecture des modèles ou leur optimisation. Les méthodes
auto-supervisées que nous avons mises en place, comme SinGAN ou l’auto-entraînement
itératif, incarnent cette vision en tirant le meilleur parti des données existantes, sans né-
cessiter de nouvelles annotations. Leur adoption croissante dans des domaines variés, tels
que le traitement du langage, témoigne de leur capacité à produire des résultats de haute
qualité.

Notre approche d’augmentation one-shot se distingue également par son faible coût
calculatoire. Dans un contexte d’urgence climatique, notre méthode est ainsi pertinente
pour améliorer l’empreinte carbone de l’apprentissage profond, par l’usage de modèles
plus sobres. L’annexe Évaluation environnementale et bilan carbone apporte une réflexion
supplémentaire sur l’intérêt environnemental de nos travaux et présente le bilan carbone
associé à cette thèse. Nous proposons plusieurs pistes pour la réduction des émissions liées
à l’apprentissage profond et son utilisation pour la recherche publique.
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ÉVALUATION ENVIRONNEMENTALE ET

BILAN CARBONE

Cette annexe présente les aspects environnementaux liés à ce pro-
jet, incluant le bilan carbone de cette thèse ainsi qu’un ensemble
de réflexions concernant l’apprentissage profond dans le contexte
du réchauffement climatique. En effet, le domaine du numérique et
les technologies de l’information sont particulièrement émetteurs de
gaz à effet de serre, et connaissent une croissance exponentielle de-
puis plusieurs années. Après estimation du bilan carbone, la quan-
tité de gaz équivalent CO2 émis par cette thèse est de 2,14 tonnes
sur trois ans, en excluant les émissions produites par les conférences
elles-mêmes (en présentiel ou distanciel ; chauffage, matériel infor-
matique sur place, site web, etc). Au total, ce projet a nécessité
environ 650 jours de temps de calcul sur GPU. Nous présentons
ensuite plusieurs pistes de réflexions visant à réduire les émissions
dues à l’apprentissage profond, et plus largement dues à la recherche
publique et son fonctionnement.

Résumé

D’après le rapport du GIEC 2023 3, les activités humaines ont indéniablement pro-
voqué le réchauffement climatique, par l’émission de différents gaz à effet de serre. Afin
d’atteindre les accords de Paris et de limiter le réchauffement en dessous de 2°C, il est
nécessaire de réduire les émissions mondiales de 5 % supplémentaires chaque année, et ce à
partir de 2018 [221]. En France, on estime que cela implique de diminuer considérablement
le bilan carbone annuel par habitant, d’environ 10 tonnes de gaz équivalent CO2 émis 4

3. https://www.ipcc.ch/report/ar6/syr/downloads/report/IPCC_AR6_SYR_SPM.pdf
4. Le CO2 n’étant pas le seul gaz à effet de serre émis par les activités humaines, les autres gaz sont

convertis en "équivalent CO2", noté "eqCO2", pour les unir dans une même métrique.
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en 2019, à 2 tonnes à l’horizon 2050 5. Ainsi, en plus des individus eux-mêmes, chaque
secteur doit repenser son fonctionnement et ses objectifs pour un avenir plus durable.

Dans ce contexte, cette annexe présente l’intérêt environnemental ainsi que le bi-
lan carbone de ce doctorat dans son entièreté. Plusieurs constats et pistes pour réduire
l’empreinte carbone associée à l’apprentissage profond ou à la recherche complètent cette
annexe. Nous ne questionnerons pas le besoin ou la nécessité de ce travail dans le contexte
d’urgence climatique.

Numérique et santé

Parmi les domaines en pleine expansion, les technologies du numérique, demandant
une quantité croissante de ressources rares et d’énergie, amènent déjà à des émissions de
carbone considérables, de l’ordre de 3 à 4% des émissions mondiales et 2% des émissions
nationales en 2020 d’après l’Arcep. Parmi tous les systèmes conçus, un grand nombre
d’entre eux sont basés sur l’intelligence artificielle. En particulier, l’apprentissage profond
est un gros consommateur énergétique en raison des milliers, millions, voire milliards de
paramètres à optimiser. Son utilisation finale est parfois même plus énergivore que son
développement [222].

Prenons l’exemple du modèle GPT3, utilisé dans une des premières versions de ChatGPT.
La consommation énergétique de son entraînement a été estimée à 1287 MWh, soit en-
viron 552 tonnes eqCO2 émis [223], [224]. En supposant que cette étape ait été réalisée
aux États-Unis (les valeurs varient selon les pays et les énergies utilisées), cela implique
également la consommation de 5.4 millions de litres d’eau potable, incluant l’évaporation
de 700000 litres [225]. À l’inférence du modèle, on considère qu’une requête consomme
environ 4 Wh d’électricité, 10 fois plus qu’une recherche Google. Sachant qu’environ 10
millions de requêtes sont effectuées chaque jour, l’utilisation du modèle depuis son entraî-
nement a déjà consommé 14600 MWh, soit une émission de plus de 6200 tonnes eqCO2

et l’utilisation de 61 millions de litres d’eau potable.
Le secteur de la santé, comme nombre d’autres secteurs, devrait être particulièrement

affecté par le changement climatique dans les années à venir 6. En France et en 2021, 46
millions de tonnes eqCO2 ont été émises dans ce secteur, soit 8% des émissions nationales

5. Cet objectif reflète partiellement la situation. Pour en savoir plus : https://bonpote.com/
objectif-2-tonnes-vrai-defi-ou-mauvaise-cible/#Dou_vient_le_chiffre_2_tonnes

6. Décarboner la santé pour soigner durablement, par The shift project : https://theshiftproject.
org/wp-content/uploads/2021/11/TSP_Sante%CC%81_Synthe%CC%80se_DEF.pdf
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[221]. Parmi ces émissions, 87% sont indirectes, dues par exemple au transport des salariés
et patients, à l’achat de médicament ou de dispositifs médicaux, etc. Il est donc nécessaire
d’œuvrer pour la réduction des émissions dans ce secteur comme dans tous les autres,
sans impacter la qualité de la prévention ni des soins.

Portée environnementale de la thèse

Dans ce manuscrit, nous avons proposé une augmentation one-shot permettant de
réduire un décalage de domaine, en particulier au niveau des régions d’intérêt (ROI, re-
gions of interest) et pour la segmentation. Au lieu d’entraîner encore et encore un même
modèle avec de subtiles variations, via une recherche par quadrillage (grid search) par
exemple, nous mettons l’accent sur les données et leur représentativité par rapport aux
images cibles sur lesquelles le modèle sera employé en utilisation clinique réelle. Ainsi, en
générant des tumeurs ayant des caractéristiques n’apparaissant pas dans les images d’en-
traînement, l’importance de l’affinement des hyper-paramètres est réduite, économisant
donc des ré-entraînements couteux en énergie, ou alors permettra d’encore améliorer les
performances.

La méthode d’augmentation profonde utilise le modèle one-shot SinGAN, apprenant
une distribution à partir d’une seule image. Afin de limiter le sur-apprentissage, l’en-
traînement est plus limité qu’un modèle classique entraîné sur un jeu de données plus ou
moins conséquent, et est donc à la fois plus rapide à entraîner et moins énergivore. Comme
discuté en conclusion générale, un apprentissage sur un plus grand nombre d’images pour-
rait permettre d’encore mieux fondre les tumeurs, mais ce dernier serait plus énergivore
et montrerait probablement une amélioration des performances très faible et non signifi-
cative.

Dans les contextes de segmentation intermodalité comme celui présenté au chapitre 4,
plusieurs réseaux de segmentation sont généralement entraînés successivement afin d’amé-
liorer itérativement les performances. Grâce à notre augmentation, un seul apprentissage
de segmentation a permis d’obtenir des performances supérieures à de multiples itéra-
tions sans cette augmentation. Ainsi, notre méthode permet d’économiser les émissions
carbones liées à ces nombreux entraînements successifs.

Enfin, notre méthode a réduit l’intérêt de l’acquisition d’IRM avec injection de produit
de contraste dans le cas de la segmentation de schwannome vestibulaire. Comme décrit
dans la section 4.1, l’usage de ces produits, tels que le gadolinum, a des répercussions
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néfastes sur nos écosystèmes. Avec la méthode de segmentation inter-modale proposée
dans cette thèse, nous encourageons à réduire son utilisation.

Bilan carbone

Cette section présente le bilan carbone de cette thèse, estimé sur trois ans. Les diffé-
rents postes d’émission sont estimés afin de donner un ordre de grandeur le plus précis
possible. À cause d’un manque d’informations fournies par leurs organisateurs, les émis-
sions liées à mes participations en conférence nationales et internationales sont exclues.
Le bilan est donc sous-évalué par rapport aux émissions réelles.

L’empreinte carbone totale est de 2, 14 t eqCO2. Les travaux de thèse ont émis 1, 82 t
eqCO2 soit 85% du bilan total, tandis que la soutenance seule correspond à l’émission de
0, 32 t eqCO2 soit 15%.

Figure A.1 – Bilan carbone de la thèse hors soutenance, représentant l’émission de 1, 82
t eqCO2.

La Fig. A.1 détaille les six postes d’émissions des travaux de thèse hors soutenance.
Trois d’entre eux sont induits par le laboratoire et son fonctionnement : les émissions
liées aux locaux, à la fabrication du matériel informatique utilisé, ainsi qu’aux autres
achats, incluant les émissions des principaux prestataires liés à l’INSERM ou l’université.
Leurs émissions sont réparties sur l’ensemble du personnel. Les trois postes restants sont
variables selon les membres du laboratoire et dépendent donc directement de mon activité :
les déplacements domicile-travail, professionnels, et l’électricité consommée.
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Électricité et utilisation de GPU

Ma part de la consommation d’électricité du laboratoire est estimée à 0, 12 t eqCO2,
partagée à 26% par mon ordinateur de travail et à 74% par mon utilisation quotidienne
d’un cluster de machines de calculs GPU (respectivement 5250 et 14880 kWh). La consom-
mation moyenne des membres du laboratoire est également de 0, 12 t eqCO2. La consom-
mation principale étant ce cluster et en considérant que tous les membres du laboratoire
ne l’utilisent pas (secrétariat, chercheurs n’utilisant pas l’apprentissage profond, etc.), ma
consommation électrique due au cluster est en dessous de celle de la moyenne des cher-
cheurs l’utilisant. À noter que l’électricité utilisée est d’origine nucléaire, soit environ 6
g eqCO2 émis pour 1 kWh, expliquant les faibles émissions associées. À titre d’exemple,
si elle provenait d’une centrale à charbon, ces émissions auraient été de l’ordre de 5, 5 t
eqCO2.

Plus précisément, le nombre d’expériences lancées sur le cluster de machine est d’envi-
ron 2400, incluant prétraitement de données, entraînements, inférences et post-traitement.
Au total, j’ai utilisé des cartes GPU sur un temps cumulé de 650 jours, sachant qu’un mo-
dèle de segmentation nnU-Net à 5 plis (fold) correspond à 5 à 8 jours de temps GPU selon
le type de cartes disponibles. En incluant 4 itérations, et donc 4 ré-entraînements complets,
d’un modèle de segmentation pour mener les expériences du chapitre 4 par exemple, 650
jours d’utilisation cumulée semblent donc être un temps relativement raisonnable comparé
aux pratiques d’autres chercheurs, comme l’affinement intensif de paramètres parmi un
grand spectre de valeurs.

Déplacements domicile-travail et professionnels

Mes déplacements domicile-travail étaient essentiellement à pied, avec l’utilisation de
la voiture environ une fois par semaine. J’ai également donné des cours dans une école
d’ingénieur loin du laboratoire, nécessitant également l’utilisation de la voiture pour m’y
rendre. Même si ces émissions ne sont que 7, 1% de mon bilan final, ces dernières auraient
pu être encore réduites en me déplaçant plus souvent à vélo ou en transport en commun.

Durant l’ensemble de mes déplacements professionnels, je n’ai effectué qu’un seul aller-
retour en avion, ayant émis environ 0.28 t eqCO2, soit près de 75% des émissions liées
à mes déplacements professionnels. Celui-ci aurait pu être évité, car une liaison en train
existait pour cette destination. D’autres membres de mon laboratoire se rendant à cette
conférence en avion, j’ai opté pour ce mode de transport en suivant le groupe. Un effort
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collectif pourrait donc être effectué en encourageant le train malgré la fatigue induite par
les longs trajets, réduisant ainsi le bilan carbone global du laboratoire.

Empreinte carbone de la soutenance

Figure A.2 – Bilan carbone de la soutenance, d’environ 316 kg eqCO2.

La Fig. A.2 présente le bilan carbone de la soutenance seule, estimé à 0, 32 t eqCO2, et
représente les émissions dues aux déplacements des membres du jury et de mes proches,
au système de visioconférence utilisé, ainsi qu’au pot de thèse. Les déplacements sont
responsables de la majorité des émissions, dû à 85% à un unique trajet en avion d’un
membre du jury, étant le seul à s’être déplacé depuis une autre région 7. N’ayant pas choisi
les moyens de transport utilisés par les membres du jury, mon impact sur la soutenance
est limité. Afin de réduire autant que possible les émissions, mes proches assistants à
la soutenance se sont déplacés en train. J’ai également choisi un traiteur proposant des
produits locaux et principalement végétarien pour le pot de thèse, ce qui a réduit ce poste
d’émission de 5 à 10 kg eqCO2.

Proscrire l’avion pourrait ainsi réduire considérablement les émissions de la soutenance.
Cela questionne le besoin de se déplacer pour assister physiquement à une soutenance,
plutôt qu’en visioconférence. Dans les cas où la présence physique est jugée indispensable,
il serait bénéfique de sélectionner les membres de jury en fonction de leur localisation ou

7. Cette annexe vise à informer et quantifier l’impact environnemental de cette thèse dans son en-
semble, sans jugement sur les actions et choix individuels de chacun.
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du moyen de transport qu’ils utiliseraient. Par ailleurs, les écoles doctorales pourraient
envisager des contraintes de composition de jury tout aussi rigoureuses académiquement,
mais limitant les déplacements couteux en carbone, voire plus globalement, les émissions
de l’ensemble de la thèse.

Quelques recommandations en apprentissage profond

Afin de limiter les émissions liées à l’apprentissage profond, certaines précautions
peuvent être prises, sans nuire à la qualité de la recherche, voire en l’améliorant. Nous
proposons ici quelques réflexions allant dans ce sens.

La piste que nous jugeons la plus prometteuse est d’encourager une planification plus
précise de la stratégie de recherche et des expériences à effectuer. Cette piste paraît évi-
dente, mais certains chercheurs ont tendance à expérimenter, avec de nombreux tests très
exploratoires, avant d’établir précisément ce qu’ils cherchent à prouver ou à obtenir, en
précisant les hypothèses de travail a posteriori. Nous pensons que le nombre de ces expé-
riences peut être réduit avec des réflexions plus approfondies en amont. Cette approche
est déjà présente dans nombre de domaines de recherche, en biologie par exemple, où les
consommables à usage unique sont plus coûteux. De plus, le biologiste les jette lui-même,
tandis que les consommables du chercheur en apprentissage profond, du temps GPU et de
l’électricité, sont plus indirects, voire sont invisibles pour l’utilisateur s’il ne les quantifie
pas lui-même. 8. Il semble donc nécessaire de responsabiliser davantage les chercheurs en
apprentissage profond concernant ce type de pratiques et les émissions engendrées.

Cette réflexion en amont permet de se poser certaines questions sur la finalité du pro-
jet. Cherche-t-on, par exemple, à établir une preuve de concept d’apprentissage profond ?
Ou bien à développer un modèle pour une utilisation en contexte clinique ? Selon les situa-
tions, l’ordre de grandeur des performances souhaitées est potentiellement très différent.
On peut ensuite choisir le modèle le plus adapté a priori, en prenant notamment en compte
sa taille et son nombre de paramètres. Ainsi, on limite la surconsommation énergétique
liée à l’entraînement de modèles coûteux en ressources, i.e. ayant beaucoup de paramètres
à entraîner, lorsque leur utilisation n’est pas nécessaire au vu des performances visées. De
la même manière, on peut questionner le choix d’un modèle très profond, ayant beaucoup

8. Les cartes GPU sont également des consommables, mais durent généralement 5 à 10 ans avant d’être
remplacées. En pratique, c’est très rarement le chercheur qui change lui-même les GPU d’un cluster de
machine.
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de paramètres, lorsqu’un modèle plus simple permet d’obtenir des performances très légè-
rement inférieures. À noter que plusieurs techniques permettent de réduire le nombre de
paramètres, et donc l’impact écologique des modèles, comme le pruning ou encore la dis-
tillation (knowledge distillation). Par exemple, le modèle de traitement du langage naturel
BERT a également une version plus légère, DistillBERT, utilisant 40% de paramètres de
moins et s’entraînant 60% plus rapidement tout en conservant 95% des performances de
BERT 9. En parallèle, la stratégie d’entraînement joue également un rôle crucial et né-
cessite d’être établie en amont. Il paraît par exemple curieux d’effectuer une recherche
exhaustive par quadrillage si on cherche à développer une preuve de concept.

Enfin, le partage du code, mais aussi du poids des modèles, semble être une pratique
à encourager. En effet, pour comparer un modèle en développement avec l’état de l’art
proposé par la communauté, les chercheurs sont parfois amenés à reproduire de manière
identique des expériences issues d’articles. La publication des poids permet alors de l’évi-
ter, économisant de l’électricité, et ne nécessitant que peu d’efforts pour les auteurs. Cela
encourage également une uniformisation des méthodes de travail et des framework, via
l’utilisation d’outils communs, bénéfique à la communauté. Plusieurs initiatives de cher-
cheurs vont déjà dans ce sens, avec le partage de code pour encourager la reproducibilité,
ou avec le rassemblement d’outils au sein de bibliothèques par exemple [226], [227]. De
la même manière, les poids des modèles pourraient être plus souvent associés au code
d’entraînement.

Diminution des émissions dans la recherche publique

Afin d’encourager la réduction des émissions à plus grande échelle, il est essentiel d’in-
citer les chercheurs et les structures à intégrer les considérations environnementales dans
leurs travaux. Les financements publics pourraient par exemple être davantage condition-
nés par la prise en compte de critères environnementaux dans les projets de recherche.

Plus largement, l’organisation et le fonctionnement de la recherche publique devraient
également être questionnées. Par exemple, comme précisé avant le bilan carbone, la plu-
part des conférences ne mesurent pas leurs émissions directes ni indirectes. De plus, l’inté-
rêt concret des conférences pour la recherche (élargissement de son réseau, collaborations,
etc.) devrait également être quantifié, afin d’évaluer leur bénéfice réel à court, moyen
et long terme. Cela permettra ainsi une meilleure optimisation des ressources allouées à

9. https://www.lemagit.fr/conseil/IA-frugale-trois-regles-simples-pour-optimiser-les-algorithmes
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l’événement. Faut-il alors privilégier des conférences en présentiel, visioconférence 10, ou
hybride ? Répondre à ces questions encourage ensuite la prise d’initiatives effectives pour
réduire les émissions. On peut imaginer par exemple, pour les conférences en présentiel,
l’interdiction de l’utilisation de l’avion, ou la mise en place d’un quota de participants
venant en avion.

Afin d’encourager une démarche de réduction des émissions à plus grande échelle, il
est nécessaire que chaque laboratoire calcule son bilan carbone. Cette initiative semble
de plus en plus encouragée par les différents organismes tels que le CNRS ou l’INSERM.
Nous pensons que le bilan devrait alors être rendu public, ainsi que les mesures mises en
place pour limiter les émissions. Chaque laboratoire pourrait alors bénéficier des réflexions
et bonnes pratiques des autres, favorisant ainsi une culture de responsabilité environne-
mentale au sein de la communauté scientifique. Une évaluation plus systématique des
émissions carbones au sein des différents travaux pourraient également être demandée,
que ce soit au sein des publications scientifiques ou des manuscrits académiques comme
celui-ci.

Conclusion

Dans cette annexe, nous avons présenté le bilan carbone (de l’ordre de 2, 14 t eqCO2)
et l’intérêt environnemental de cette thèse, notamment en encourageant les approches ba-
sées sur les données et leur analyse plutôt que sur l’optimisation des modèles. Nous avons
discuté de la nécessité d’intégrer des considérations environnementales, en apprentissage
profond mais aussi dans la recherche en général, afin d’assurer un développement techno-
logique plus durable. Cela passe par la responsabilisation des chercheurs.ses, incluant la
quantification de leur impact et la remise en question de leurs pratiques 11. Les institutions
jouent alors un rôle majeur pour fournir un cadre réglementaire incitant ces pratiques.

10. Le matériel nécessaire émet des gaz à effet de serre, à sa fabrication comme à son utilisation.
11. Nous encourageons le.a chercheur.se à se questionner, ainsi qu’à questionner ses pairs : connaissez-

vous la puissance moyenne de votre GPU, ses émissions sur une année, ou bien le nombre d’heures de
GPU qu’a nécessité votre dernier article ?
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COMMUNICATIONS

Challenges

— G. Sallé, G. Andrade-Miranda, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V.
Jaouen. MICCAI CrossMoDA 2022 challenge, segmentation task : 3ème au classe-
ment général, 1er sur la tâche de segmentation de schwannome vestibulaire.

Revues internationales

— G. Sallé, G. Andrade-Miranda, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V.
Jaouen. Cross-modal tumor segmentation using generative blending augmentation
and self-training. IEEE Transactions on biomedical engineering, 2024 (accepté et
à paraître)

Conférences internationales

— G. Sallé, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen. Synthetic
tumor insertion using one-shot generative learning for cross-modal image segmen-
tation. IEEE NSS-MIC, 2021 (présentation orale, distanciel)

— G. Sallé, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen. Tumor blending
augmentation using one-shot generative learning for crossmodal MRI segmentation.
Medical Image Computing and Computer Assisted Intervention (MICCAI), Joint
workshop session, 2022 (présentation orale, distanciel)

— G. Sallé, V. Bourbonne, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen.
Tumor blending augmentation using one-shot generative learning for brain CT tu-
mor segmentation. IEEE NSS-MIC, 2022 (présentation orale, présentiel)
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Conférences nationales

— G. Sallé, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen. Synthèse
de tumeurs par modèle génératif one-shot pour la segmentation inter-modale en
imagerie médicale. ORASIS, 2021 (poster, présentiel)

— G. Sallé, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen. Synthetic
tumor insertion using one-shot generative learning for cross-modal image segmen-
tation. Recherche en Imagerie et Technologies pour la Santé (RITS), 2022 (présen-
tation orale, présentiel)

— G. Sallé, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen. Altération de
tumeurs par modèle génératif one-shot pour la segmentation intermodale en IRM.
IABM, 2023 (poster, présentiel)

Workshop et école d’été

— G. Sallé, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen. Synthetic
tumor insertion using one-shot generative learning for cross-modal image segmen-
tation. Cancéropôle Grand Ouest (CGO), 2021 (présentation orale, présentiel)

— G. Sallé, V. Bourbonne, P. H. Conze, N. Boussion, J. Bert, D. Visvikis, V. Jaouen.
Tumor blending augmentation using one-shot generative learning for brain CT tu-
mor segmentation. IEEE EMBS-SPS International Summer School on Biomedical
Imaging, 2022 (poster, présentiel)
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Titre : Apprentissage génératif à bas régime de données pour la segmentation d’images en oncologie

Mot clés : Apprentissage profond, Augmentation de données, Écart de domaine, Apprentissage few-
shot, Segmentation

Résumé : En apprentissage statistique, la perfor-
mance des modèles est influencée par divers biais
inhérents aux données, comme la rareté des don-
nées (data scarcity ) et le décalage de domaine
(domain shift). Cette thèse s’intéresse à réduire
leur influence dans le cadre de la segmentation de
structures pathologiques en imagerie médicale. En
particulier, notre objectif est de réduire les écarts
de données au niveau des régions d’intérêt (ROI)
entre les domaines source d’entraînement et cible
de déploiement, qu’ils soient intrinsèques aux don-
nées ou induits par la faible quantité de données
disponibles. Dans ce but, nous proposons une stra-
tégie d’augmentation de données adaptative, ba-
sée sur l’analyse de la distribution des intensités
des ROI dans le domaine de déploiement. Une
première contribution, que nous qualifions d’aug-
mentation naïve, consiste à altérer l’apparence des

ROI du domaine d’entraînement pour mieux cor-
respondre aux caractéristiques des ROI du do-
maine de déploiement. Une seconde étape, com-
plétant la première, rend l’altération plus réaliste
par rapport aux propriétés du domaine cible grâce
à un modèle génératif d’harmonisation one-shot,
applicable dans toutes les situations de disponibi-
lité de données. De cette façon, nous renforçons
la robustesse du modèle de segmentation en aval
pour les ROI dont les caractéristiques étaient initia-
lement sous-représentées à l’entraînement. Nous
évaluons notre approche à différents régimes de
données et divers contextes cliniques, notamment
en IRM, TDM et radiographie pulmonaire. En outre,
notre approche a montré des résultats impression-
nants lors d’un challenge de segmentation de tu-
meurs à la conférence MICCAI 2022.

Title: Generative learning at low data regime for image segmentation in oncology

Keywords: Deep learning, Data augmentation, Domain shift, Few-shot learning, Segmentation

Abstract: In statistical learning, the performance
of models is affected by various biases present
within the data, including data scarcity and domain
shift. This thesis focuses on reducing their impact
in the field of pathological structure segmentation
in medical imaging. Our goal is to minimize data
discrepancies at the region of interest (ROI) level
between the training source domain and the target
deployment domain, whether it is intrinsic to the
data or caused by the limited data availability. To
this end, we present an adaptive data augmenta-
tion strategy, based on the analysis of the intensity
distribution of the ROIs in the deployment domain.
A first contribution, which we call naive augmen-
tation, consists of altering the appearance of the
training ROIs to better match the characteristics of
the ROIs in the deployment domain. A second aug-

mentation, complementing the first, makes the al-
teration more realistic relative to the properties of
the target domain by harmonizing the characteris-
tics of the altered image. For this, we employ a gen-
erative model trained on a single unlabeled image
from the deployment domain (one-shot approach),
making this technique usable in any data regime
encountered. In this way, we enhance the robust-
ness of the downstream segmentation model for
ROIs whose characteristics were initially underrep-
resented in the deployment domain. The effective-
ness of this method is evaluated under various data
regimes and in different clinical contexts (MRI, CT,
CXR). Our approach demonstrated impressive re-
sults in a tumor segmentation challenge at MICCAI
2022.
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