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CHAPITRE 1

INTRODUCTION

Ce premier chapitre vise a introduire les contextes clinique et mé-
thodologique sur lesquels reposent les travaux de cette these. Nous
étudierons dans un premier temps les concepts biologiques et pa-
thologiques liés a la maladie de Parkinson, avant de présenter une
possibilité de traitement chirurgical : la Stimulation Cérébrale Pro-
fonde. Cette section constitue également 'occasion de présenter les
modalités du signal sur lequel la these se concentre : l'enregistre-
ment micro-électrode. Les parties suivantes de cette introduction
aborderons les principaux concepts de 'apprentissage automatique,
sur lesquels repose la majorité des méthodes utilisées pendant cette
these. Enfin, la derniére section présentera les contributions de cette
these organisées sous la forme de chapitres, ainsi que les hypotheses

associées.
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1.1 Contexte clinique

1.1.1 Maladie de Parkinson

La maladie de Parkinson est la maladie neurodégénérative la plus courante apres la
maladie d’Alzheimer [1], avec une prévalence de 2% a 3% au sein de la population dgée de
plus de 65 ans [2]. Cette pathologie se caractérise par la destruction progressive d'une po-
pulation spécifique de neurones a dopamine, entrainant progressivement une dysfonction

motrice et cognitive chez le patient, et dont I’évolution est présentée en Figure 1.1.

Malgré une fréquence de cas élevée, les causes de cette maladie ne sont pas encore bien
maitrisées. De nombreux facteurs capables d’influencer son développement sont suspectés,
qu’ils soient endogenes (e.g. genes SNCA ou LRRK2, SNP), ou exogenes (e.g. tabac,
pesticides) [1]. Au-dela de cette étiologie multifactorielle, il n’existe pas de traitement
curatif pour ce trouble a 'heure actuelle. Par conséquent, le développement de traitements
symptomatiques est fortement motivé, en vue de limiter la symptomatologie, et donc

améliorer la qualité de vie du patient.

La prise en charge d'un patient se fait généralement dans 1'étape précoce du déve-
loppement de la maladie, aprés la phase prodromique (Figure 1.1). Le patient est traité
par des médicaments ayant pour role de suractiver la population décroissante de neu-
rones dopaminergiques. Parmi ces solutions, le Levodopa ou L-Dopa est un précurseur de
la dopamine, qui est considéré comme le traitement le plus efficace pour 'amélioration
des troubles moteurs. Cependant, le tropisme trop peu localisé de ce médicament peut
entralner une surconcentration en dopamine en périphérie, ce qui est associé a des effets
secondaires chez le patient. Ainsi, de nombreux autres médicaments peuvent étre prescrits
en combinaison, ou pour remplacer le Levodopa tel que le Ropinirole, la Rotigotine ou
I’Amantadine. L’ensemble de ces médicaments permettent la suractivation des neurones
touchés par la maladie, mais avec la progression de cette derniere, la raréfication des
cellules nerveuses finit par entrainer une réduction de l'efficacité des traitements médica-
menteux. Dans le cas ou les médicaments sont inefficaces et/ou ne sont pas bien tolérés,
le patient peut alors étre orienté vers un acte chirurgical afin d’inhiber localement les
régions neuroanatomiques, sources des symptomes. Pour la maladie de Parkinson, ’acte

chirurgical intervient dans les ganglions de la base.
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FIGURE 1.1 — Evolution des symptomes cliniques associés & la progression de la maladie
de Parkinson (Source : Poewe et al. [2])

1.1.2 Activité pathologique des ganglions de la base

Les noyaux gris centraux, ou ganglions de la base, regroupent différentes structures
cérébrales, dont le striatum, le globus pallidus, la substantia nigra (SN) et le Noyau Sous-
Thalamique (NST). Ces structures, présentées dans la Figure 1.2a, sont connues pour étre
impliquées dans le traitement d’informations afférentes du cortex, et pour la régulation
de l'activité motrice par le biais du thalamus. Chez un sujet sain, les ganglions de la base
sont associés aux mouvements musculaires intentionnels (volontaires), a la coordination
de changements posturaux, ainsi qu’a l'inhibition de mouvements involontaires [4]. Or, la
maladie de Parkinson induit une dégénérescence des neurones dopaminergiques dans la
substantia nigra pars compacta. Cette derniere est richement interconnectée aux autres
noyaux, et la raréfaction des neurones en son sein entraine une modification de la voie
nigrostriatale, comme illustré sur la Figure 1.2b. Ainsi, la maladie diminue la réponse des
ganglions de la base aux aires motrices de maniere directe et indirecte : la voie directe
n’est plus assez activée, et la voie indirecte n’est plus assez inhibée. Les symptomes ca-

ractéristiques de la maladie de Parkinson, a savoir I'akinésie, la rigidité musculaire et les
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tremblements sont ainsi causés par ce déséquilibre d’activité. On notera qu'une partie des
noyaux gris centraux participe également au contréle des aspects cognitifs et émotionnels

du comportement, et que ces fonctions sont également altérées chez les patients.

Par conséquent, 1’acte chirurgical qui peut étre proposé au patient repose sur 1'inhibi-
tion locale d'un des noyaux, pour rétablir un fonctionnement normal des voies neuronales.
La chirurgie peut étre lésionnelle, mais dans le cas de la maladie de Parkinson, la chirurgie

la plus courante est la Stimulation Cérébrale Profonde (SCP) [5], [6].

1.1.3 La SCP

Historique et popularité

La neurostimulation trouve ses origines dans l’histoire de la neurochirurgie pour le
traitements des troubles neurologiques des les années 40-50. Cependant, les limitations
technologiques et de connaissance des structures cérébrales de 1’époque ont freiné le dé-
veloppement de cette approche pendant plusieurs décennies. Il a fallu attendre 1987 pour
la mise au point et réalisation de la premiere SCP par 1’équipe des Professeurs Alim-
Louis Benabid et Pierre Pollak au CHU de Grenoble [7]. Certaines sources estiment que
160 000 interventions SCP ont été réalisées a ce jour, principalement pour la maladie de
Parkinson, mais également pour la correction d’autres troubles tels que la Dystonie Pri-
maire, les Troubles Obsessionnels Compulsifs (TOC), le Tremblements Essentiels (TE),
et plus anecdotiquement pour le syndrome de Gilles de la Tourette ou I'addiction [8].
Cette intervention bénéficie d'une grande popularité, avec des résultats cliniques mon-
trant une nette augmentation de la qualité de vie du patient : une amélioration des
fonctions motrices, émotionnelles et sociales, une diminution des prises médicamenteuses
sont observées, et ce, méme 15 ans apres l'intervention [9]. Néanmoins, la SCP n’en reste
pas moins une procédure hautement complexe qui comporte des risques hémorragiques
et infectieux, ainsi que des effets secondaires liés a la stimulation, comme la diminution
de certaines fonctions cognitives frontales intervenant dans la fluidité verbale et la recon-
naissance d’émotions négatives [10]-[12]. Ainsi, I'intervention doit étre effectuée par des
équipes médico-chirurgicales multi-disciplinaires et expérimentées dans ce domaine, et les

résultats de l'intervention varient d’un patient a ’autre.
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FIGURE 1.3 — Positionnement d'une trajectoire de SCP du NST.

Principe

En terme pratique, la SCP consiste a placer des électrodes stimulatrices dans des ré-
gions profondes du cerveau, comme illustré en Figure 1.3a. La stimulation électrique a
faible intensité de ces régions permet alors d’inhiber localement I’activité neuronale. A
I'inverse de la chirurgie 1ésionnelle, la stimulation a 1’avantage d’étre réversible et modu-

lable en postopératoire selon la tolérance du patient et l'efficacité de la stimulation.

Dans le contexte du traitement de la maladie de Parkinson, trois cibles sont commu-
nément choisies pour la SCP : le Ventral intermediate nucleus (Vim), le internal Glo-
bus Pallidus (GPi) et le NST. Le choix de la structure a stimuler est dépendant de la
symptomatologie du patient. Pour le traitement des tremblements uniquement, c’est la
stimulation du Vim qui est indiquée, alors que pour le traitement du syndrome akinéto-
hypertonique ou des formes mixtes de la maladie, c’est le GPi ou le NST qui sont ciblés
[14]. Le grand challenge d’implantation d’une électrode dans ces cibles réside dans la taille

de ces dernieres, d’autant plus pour le NST : la cible sur laquelle se concentrent les tra-
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vaux de cette these. Le NST présente une longueur maximale d’environ 10mm pour une
épaisseur d’environ 5mm, ce qui contraint la précision de 'opération a un ordre de gran-
deur submillimétrique. Pour une meilleure conceptualisation du NST et ses environs, une
illustration de la trajectoire parcourue par I’électrode stimulatrice d'un NST est présentée

en Figure 1.3b.

1.1.4 Flux de travail chirurgical pour la SCP

Dans le flux de travail clinique actuel, on distingue trois grandes étapes indissociables
pour conduire I'intervention de SCP : la planification de I'intervention en préopératoire,
la procédure chirurgicale et le suivi postopératoire (Figure 1.4a). En conséquence de la
haute précision requise pour atteindre la cible, ces trois étapes doivent cumuler I'utilisation
de techniques fonctionnelles et d’imagerie, afin d’assurer 'implantation dans une région

profonde du cerveau a une précision de I'ordre d’une centaine de microns.

Planification préopératoire

La premiere étape consiste a vérifier 1’éligibilité du patient, puis a planifier la chirurgie.
Lors de cette phase de planification préopératoire, le patient bénéficie d’une ou plusieurs
Imagerie par Résonance Magnétique (IRM), T1 et/ou T2, et éventuellement couplée a
un atlas anatomique ou fonctionnel. Cette étape permet d’identifier la région cible et les
trajectoires potentielles des électrodes permettant d’atteindre cette cible. Ces informations
sont ensuite utilisées pour déterminer les angles du cadre stéréotaxique et la profondeur
estimée de la trajectoire de I'électrode, par une étape de recalage géométrique entre le

repere de I'image et celui du cadre stéréotaxique.

Implantation de 1’électrode

Le jour de 'opération, le patient est a nouveau amené a étre examiné par imagerie,
cette fois apres la fixation d’un cadre stéréotaxique sur le crane. Cette étape est illustrée
en Figure 1.4b, ou le patient est soumis a un CT-scan. Cette étape permet le recalage des
coordonnées du cadre stéréotaxique avec celles de 'espace construit avant ’opération, et
dans lequel a été défini la trajectoire de ’électrode. Cette étape ne garantit cependant pas a
elle seule le bon positionnement de 1’électrode apres son positionnement a la cible estimée.
Selon Lozano et al. [15], I'utilisation exclusive d’imagerie préopératoire seule conduirait

a une implantation sous-optimale dans 20% des cas. De nombreuses sources d’erreur
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peuvent contribuer a cette imprécision, comme (1) le déplacement du cerveau résultant
du site de craniotomie, (2) de petits déplacements dans la position du cadre stéréotaxique,
(3) 'imprécision de la segmentation par imagerie, (4), le recalage des coordonnées, et (5)
I'erreur angulaire lors de I'insertion de I’électrode [16]. Par conséquent, plusieurs méthodes

d’ajustement en temps réel ont été développées, afin de corriger ces erreurs [17], [18] :

e CT-scan interventionnel : Le scan interventionnel imageur 3D peropératoire de
type O-arm permet d’effectuer certains ajustements en temps réel de la trajectoire
des électrodes [19]. Mais en raison d’un manque de contraste des tissus mous, il n’est
pas possible de distinguer facilement la région cible des structures environnantes
[20].

e L’IRM peropératoire : A ce jour, des résultats prometteurs ont été observés
dans l'utilisation de méthodes d’imagerie structurelles, essentiellement par I'TRM
interventionnelle : elle bénéficie d'une résolution similaire au CT-scan tout en pro-
posant un meilleur contraste des tissus. Ainsi, 'imagerie permet la visualisation
peropératoire des ganglions de la base, et par conséquent un positionnement effi-
cace de la sonde. Cependant, cette technologie est difficile a mettre en place, car elle
nécessite une salle d’opération spécialisée et sécurisée pour 'IRM. Actuellement,
peu de centres cliniques utilisent cette technique de par son cotit [21].

e L’ajustement par essai-erreur : Il est également courant de maintenir le patient
sous anesthésie locale uniquement, dans ce que 'on appelle la chirurgie cérébrale
"éveillée" pour procéder a I’ajustement du positionnement de 1’électrode. En main-
tenant le patient dans un état conscient, le positionnement précis de ’électrode
peut étre déduit de la capacité de la stimulation test a contrdler immédiatement
les troubles moteurs ou a induire des effets secondaires. Cette méthode, bien que
nécessaire, rallonge la durée de 'intervention, entraine un inconfort pour le patient,
et peut compromettre la sécurité de l'opération si le patient présente des symp-
tomes moteurs extrémes ou une anxieté. De plus, la réponse clinique peropératoire

a la stimulation peut différer des résultats observés apres 'opération [22].

Ces techniques présentent donc des contraintes qui motivent 1'utilisation d’une mo-
dalité fonctionnelle de guidage efficace pour faciliter I'implantation précise de I’électrode
de SCP tout en permettant au patient d’étre dans un état inconscient afin d’améliorer la
sécurité et le confort de la procédure. Parmi ces modalités, une technique couramment

utilisée pour la SCP permet de s’affranchir de ces contraintes :

e L’enregistrement micro-électrode : L'Enregistrement Micro-Electrode (MER)
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FiGURE 1.4 — Tllustration des techniques utilisées pendant une intervention de SCP
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est souvent considéré comme la modalité de données peropératoire privilégiée pour
I'implantation d’électrodes chez un patient parkinsonien. Cette méthode a I’avan-
tage d’offrir une plus-value a la tache d’ajustement de ’électrode [23]-[25], car elle
est considérée comme aussi efficace que 'IRM interventionnelle, tout en étant peu
coliteuse a mettre en place [26] [27]. La principale contrainte de cette approche ré-
side dans ’expertise nécessaire pour opérer I'analyse des signaux enregistrés. Cette
tache nécessite donc un expert, mobilisé pendant plusieurs heures. Nous aborderons

son fonctionnement plus en détail dans la section suivante (Section 1.1.5).

Suivi postopératoire

Une fois I'implantation effectuée et l'intervention finalisée, le patient est suivi par
I’équipe médicale, afin d’ajuster les parametres de stimulation tels que l'intensité du
voltage, la fréquence de décharge ou le choix des plots a activer. Ces ajustements sont
nécessaires, car l'intervention provoque une lésion temporaire des tissus qui modifie tem-
porairement la symptomatologie pendant l'intervention, et la progression de la maladie
impose également une ré-évaluation réguliere de la configuration de la stimulation. Les ré-
sultats d’'une SCP sont considérés comme optimaux 6 mois apres 'opération. Néanmoins,

de nombreux centres cliniques maintiennent un suivi des patients sur plusieurs années.

1.1.5 L’Enregistrement Micro-Electrode (MER)

Une micro-électrode est un dispositif conducteur tres fin, généralement concu en tungs-
tene, avec un diametre de 15 a 25pm a son extrémité. Ce type de matériel est utilisé
en neurochirurgie pour induire un courant électrique, ou pour mesurer les variations du
champ électrique induites par ’activité neuronale. En pratique d’une intervention de SCP,
ces électrodes sont insérées a travers des tubes guide en intra-cérébral, et elles permettent
de surveiller continuellement I'activité neuronale a mesure qu’elles progressent vers la
cible souhaitée, dressant une cartographie fonctionnelle dans un espace d’intérét. Le si-
gnal MER qui résulte de l'acquisition peut étre défini par I'addition de 3 composantes
non stationnaires distinctes :

e Le Potentiel de Champ Local ou Local Field Potential (LFP) : Ce phénomene élec-
trique est extracellulaire, et résulte de I'activité synaptique environnant 1’électrode
(<300Hz) ;

o L’Activité Multi-Unit (MUA) : La MUA est produite par les courants transmem-
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branaires entrants et sortants dans la plupart des neurones voisins (>500Hz). On
peut diviser la MUA en deux sous-ensembles, illustrés par un exemple en Figure
1.5:
— Les potentiels d’action, ou spikes, de neurones trés proches de la sonde; et
— Le Activité Background Unit (BUA), qui est le signal résultant de lactivité
basale de neurones plus lointains.
e Le bruit électrique de mesure et de divers artefacts mécaniques ou physiologiques.
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MER capturé dans le NST (Bande passante : FIGURE 1.6 — Configuration BenGun
500-5000Hz) pour la localisation du NST (Source :
Telkes et al. [28])

L’enregistrement micro-électrode pour la SCP

L’enregistrement micro-électrode joue un role crucial dans la précision et le succes de
la SCP. Son protocole interventionnel consiste a capturer du signal a des intervalles définis
le long de la trajectoire définie en préopératoire. Pour éviter de rater la cible, on effectue
généralement un passage de 3 a 5 électrodes en paralléle, dans une configuration appelée
BenGun (présentée en Figure 1.6).

La densité des corps neuronaux actifs étant plus élevée dans le NST que dans les
zones environnantes (23], le bruit de fond de Ienregistrement électrophysiologique est un
critere de choix pour la segmentation du NST. En outre, chez le patient parkinsonien, la
présence de neurones a décharge spontanée dans ce noyau entraine l'apparition de pics

dans l'enregistrement du MER. Ces caractéristiques peuvent étre déduites d’un signal
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complet, mais la littérature montre qu’elles peuvent étre extraites de maniere exhaustive
en isolant uniquement la MUA [29].

L’électrophysiologiste procede de cette fagon a I’ajustement des coordonnées optimales
de stimulation par une analyse visuelle des tracés d’amplitude du signal, ainsi que par son
écoute, les deux modalités étant indissociables. Cependant, I’analyse des MER pendant la
SCP présente des limites. Cette analyse complexe requiert généralement 1’expertise d’'un
neurophysiologiste pendant plusieurs heures, sur une tache qui fait intervenir une part non
négligeable de subjectivité. Des études ont également établi un lien entre les longues durées
d’analyse et une augmentation des risques d’hémorragies, de complications infectieuses,

ainsi que de fatigue pour le patient [26], [30], [31].

1.1.6 L’identification automatisée de la neuroanatomie par les
MER

Face a ces enjeux, un nombre croissant de travaux se sont orientées vers la conception
de supports d’aide a la décision pour automatiser 'analyse des signaux MER [32]-[36].
Cet objectif est motivé par la perspective d'un ajustement de 1’électrode plus rapide et
efficace, tout en diminuant la dépendance envers 'expertise spécialisée des neurophysio-
logistes. La littérature existante compile plusieurs propositions de systemes d’aide a la
décision qui s’appuient sur ’analyse d’informations contenues dans les MER. Ces études
montrent par l'analyse descriptive des MER que certaines caractéristiques quantitatives
du signal varient selon les régions anatomiques traversées par 1’électrode, comme 'am-
plitude et le nombre de potentiels d’actions, la moyenne quadratique de 'amplitude du
signal, ou encore la puissance du spectre fréquentiel dans certaines bandes de fréquences.
Chacune de ces caractéristiques contribue partiellement a une compréhension du signal,
et I'interprétation de I’ensemble de ces mesures apporte une indication relative a la région
dans laquelle 'enregistrement a été effectué.

Actuellement, la majorité de ces études exploite donc ces descriptions du signal par des
algorithmes de modélisation automatique des connaissances, afin d’extraire des regles dé-
cisionnelles pour 'identification automatisée de la région d’acquisition des signaux MER.
Cependant, ces approches présentent une limite : les algorithmes de modélisation des
connaissances n’ont acces qu’aux descriptions du signal. Or, ces descriptions représentent
une fraction des informations réellement contenues dans le signal, ce qui peut mener a

une sous-exploitation des informations disponibles dans les enregistrements électrophysio-
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logiques, une préoccupation particulierement pertinente compte tenu de la complexité de
ces données. En réponse a cette problématique, cette these vise a adopter une approche
intégrale, en utilisant I’ensemble du signal pour une modélisation complete des connais-
sances, guidée par les données. En d’autres termes, cette these s’intéresse a la modélisation
des connaissances électrophysiologiques des trajectoires d’électrodes en SCP, modélisation

pilotée par I'exploitation du signal MER dans son intégralité.

Les sections suivantes de cette these se focaliseront sur I'introduction des méthodes
utilisées pendant cette these. Dans un premier temps, nous explorerons les principes de
la modélisation automatisée de connaissances a partir des données (Section 1.2). Dans un
second temps, nous examinerons comment ces concepts permettent I’extraction automati-
sée de caractéristiques descriptives de données complexes et de haute dimension (Section
1.3). Pour conclure, notre attention se portera sur certains concepts avancés en appren-
tissage profond et méthodes probabilistes qui ont été utilisés de maniere complémentaire

dans ces travaux (voir Sections 1.4 et 1.5).
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1.2 Apprentissage profond et réseaux de neurones

De nos jours, 'apprentissage profond, également connu sous le nom de Deep Learning,
est largement reconnu, du fait que cette branche de l'intelligence artificielle a comple-
tement transformé l'analyse des données massives dans pratiquement tous les secteurs
industriels. Cette section aborde certains concepts fondamentaux de I'apprentissage au-
tomatique, de l'introduction aux principes généraux de l'apprentissage des réseaux de
neurones artificiels, a la présentation de leur structure, ainsi qu’a la présentation de cer-
taines techniques d’apprentissage utilisées pour dans le cadre de leur entrainement et

validation.

1.2.1 Concepts généraux de ’apprentissage automatique

Jusqu’alors, le paradigme de la résolution classique d’un probleme d’analyse de données
par un algorithme pouvait s’abstraire a un programme auquel on fournit un ensemble de
regles et de données. Ainsi, 'exécution de ce programme produit en sortie des réponses
déduites des données et dictées par les regles. Or, 1’élaboration de régles pour des taches
complexes comme pour la reconnaissance d'un type d’objet sur des images n’est pas
humainement concevable, car elle implique une quantité considérable de parametres que
nous ne pouvons pas expliciter, méme si nous sommes capables de les utiliser intuitivement
dans notre vie quotidienne. L’apprentissage automatique bouleverse le paradigme de la
programmation classique. Un modele d’apprentissage automatique prend en entrée des
données et éventuellement des réponses (dans le cas de l'apprentissage supervisé), mais
les regles étant inconnues, c’est ’exécution du modele qui permet de les déterminer. Ces
regles sont représentées par un ensemble de parametres qui, une fois définis, peuvent étre
ré-utilisés pour fournir des réponses sur de nouvelles données similaires. Dans ce cas, le
processus d’apprentissage repose sur une méthode d’estimation de la solution qui nécessite
trois éléments :

e Des données d’entrée, pour lesquelles on souhaite que l'algorithme fournisse une
prédiction ;

e Des données de sortie, ou la réponse que 'on attend du modele vis-a-vis des ob-
servations d’entrée qu’on lui fournit ; et

e Une fonction capable de quantifier 'efficacité du modele a prédire par lui-méme
les données de sortie a partir des données d’entrée.

Ce dernier élément porte le nom de fonction de perte, ou loss. Son usage est tres
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important, car le design de cette fonction défini le type de tache réalisée par le réseau, et

son calcul permet de quantifier puis réduire ’erreur d’'un modele prédictif.

La conception d’une fonction de perte

Le choix d'une fonction de perte dépend essentiellement du type de données que 1’'on
souhaite produire a travers I’algorithme. On distingue deux catégories d’apprentissage en
fonction de la conception de la fonction de perte : 'apprentissage supervisé et 'apprentis-
sage non supervisé. Une fonction de perte dédiée a de 'apprentissage supervisé encourage
un modele a prédire une variable expliquée a partir de variables explicatives. En d’autres
termes, on cherche a réduire la représentation de données d’entrée sous la forme d’une
variable continue pour la régression, ou d’une forme catégorielle pour la classification.
Dans ce cas, la fonction mesure la différence entre la sortie du modele et la variable expli-
quée. A Vinverse, un modele d’apprentissage non supervisé n’a pas acces a une variable
a expliquer, seulement a une distribution des données d’entrée. Ce type d’apprentissage
est généralement utilisé pour de la réduction de dimension, ou du partitionnement de
données. La fonction de perte, qui doit étre dérivable, integre les parametres du modele
dans son équation. De cette fagon, on peut déterminer I'impact de chaque parametre sur
I'erreur totale et de I’ajuster dans le sens opposé de son gradient, afin de minimiser ’erreur

et maximiser la précision du modele face aux données.

1.2.2 Réseaux de Neurones Artificiels (RNA)

Pour les modeles d’apprentissage profond, le développement de regles décisionnelles
implique 1'utilisation d’une vaste quantité de parametres, dont la quantité peut atteindre
les 10'2 unités, comme dans le cas de la 4éme version du Generative Pre-trained Trans-
former (GPT) proposé par OpenAl. Cette complexité est due a I’architecture méme des
modeles d’apprentissage profond, basée sur la connexion de neurones artificiels en réseaux.

Le modele du Perceptron est considéré comme la premiere modélisation d’un neurone
artificiel qui s’approche de ceux utilisés aujourd’hui [37]. Il s’inspire de la capacité des
neurones biologiques pour traiter I'information. Ce modele, illustré en Figure 1.7, permet
la pondération d’entrées & par une série de poids ou parametres associés w, ici 3 para-
metres. Le résultat passe en sortie par une fonction d’activation, cette derniére modulant
le niveau d’excitabilité du neurone.

Bien que le Perceptron simple soit efficace pour résoudre des problemes de classification
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activation(w' . x)

X1 X3 X3

FIGURE 1.7 — Perceptron
simple

Input layer

FIGURE 1.8 — Perceptron multi-couches

binaire linéaire, il trouve ses limites avec la classification non linéaire. Cette contrainte est
surmontée en empilant plusieurs perceptrons en couches, comme le montre la Figure 1.8.
Dans cette configuration, chaque couche effectue une combinaison linéaire a partir des
sorties des neurones de la couche précédente et d'un biais, une constante. La prédiction
du réseau dépend donc a la fois des données d’entrée et de I’état actuel des poids. De
par cette architecture, la capacité d'un Perceptron Multi-Couches (PMC) a modéliser des
problémes complexes devient proportionnelle au nombre de couches et de neurones par
couche, permettant ainsi de traiter des entrées de haute dimensionnalité. On parle alors

de réseaux de neurones profonds, ou Réseaux de Neurones Profonds (RNP).

Fonctions d’activation non saturantes

La profondeur croissante des réseaux dans I'apprentissage profond peut poser probleme
lors de leur entrainement, notamment en raison de la sensibilité de la propagation des gra-
dients aux valeurs circulant a travers le modele. En effet, dans des réseaux tres profonds,
les gradients nécessaires a ’ajustement des poids peuvent soit exploser, devenant exces-
sivement grands, soit s’évanouir, devenant trop petits pour effectuer des modifications
significatives, en fonction des valeurs traitées par le réseau. Pour contrer ce probleme, on
utilise des fonctions d’activation non saturantes pour moduler les valeurs produites par
les neurones. Ces fonctions d’activation, comme la Rectified Linear Unit (ReLU), jouent
un role crucial pour stabiliser la propagation des gradients dans le réseau.

La ReLU est définie par la formule f(x) = max(0,x), ce qui signifie qu’elle transmet
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des valeurs positives sans changement, mais annule les valeurs négatives. Cette caractéris-
tique prévient ainsi la saturation du gradient, ce qui maintient la "plasticité" des réseaux
profonds pendant ’entrainement. Cependant, la ReLU peut parfois conduire a l'inacti-
vation des neurones, un probleme connu sous le nom de "mort des neurones', lorsque les
gradients deviennent nuls. Pour remédier a cela, des variantes telles que la LeakyReLU
sont utilisées, qui introduisent une petite pente a pour les valeurs négatives, définie par

f(z) = max(azx, z) [38].

1.2.3 Apprentissage des RNA

L’apprentissage des RNA implique un processus délicat d’ajustement des poids, basé
sur un ensemble de données et guidé par une fonction de perte spécifique. Ce processus
suscite plusieurs difficultés, notamment la nécessité de maintenir la stabilité structurelle
de 'architecture du réseau pendant 'apprentissage et la demande d'un volume conséquent
de données d’entrainement. Dans cette partie, nous explorerons les différentes méthodes
d’optimisation nécessaires pour régler précisément les parametres du réseau, ainsi que
les techniques pour valider I'aptitude du modeéle a généraliser ses apprentissages a des

situations inédites.

Descente de gradient

Comme pour la grande majorité des approches d’apprentissage automatique, 1’ajuste-
ment d'un RNP exclu 'optimisation de ces poids par une solution analytique directe. La
descente de gradient est une méthode courante d’optimisation des parametres qui consiste
a rechercher dans I’espace des parametres le minimum global de la fonction de perte dé-
finie, et ainsi ajuster les parametres dans la direction opposée au vecteur gradient de la
fonction.

Différents algorithmes optimiseurs permettent d’opérer la descente de gradient (comme
l'optimisation avec inertie, AdaGrad, ou RMSProp). Mais les travaux de cette these re-
posent uniquement sur 'utilisation de 'optimiseur Adam, pour Adaptive Moment Estima-
tion [39]. Cet algorithme itératif se base sur le concept d’optimisation par inertie, estimée
par : (1) la moyenne mobile exponentielle des gradients des itérations passées m, et (2)
une moyenne mobile exponentielle des carrés des gradients des itérations passées s. Ainsi,

Les parametres du modele sont mis a jour de la fagon suivante :
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0—0+nmos+e (1.1)

ou 7 correspond au pas d’apprentissage ou learning rate, et € a un terme de lissage. Le
calcul des gradients nécessite de garder en mémoire un grand nombre de valeurs. Ainsi,
la mise a jour des poids est faite sur de petits lots de données, ou batchs. On considere
la complétion d’une époque apres 'optimisation du réseau par ’ensemble de toutes les
données disponibles sous forme de lots. Une fois les parametres optimisés, le modele peut
étre utilisé pour faire de nouvelles prédictions basées sur de nouvelles données inédites.
La taille des lots pendant I'optimisation joue un réle sur la qualité d’apprentissage.
Un grand lot favorise la cohérence des gradients pendant I'optimisation, mais 1'utilisa-
tion de petits lots permet de faire une descente de gradient stochastique en évitant, par

I'introduction d’aléatoire, de tomber dans les minima locaux de la fonction de perte.

Régularisation des gradients

Du fait de leur architecture en réseau, le calcul du vecteur gradient des algorithmes
d’apprentissage profond est réalisé dans un graphe de calcul, qui opere de la sortie vers
I’entrée du réseau, selon un principe de dérivation en chaine. Cette regle peut engendrer
un déséquilibre, car les dérivées d’extrémité du graphe peuvent tendre vers des valeurs
tres grandes ou au contraire s’éteindre. Ce phénomene cause une grande instabilité lors
de I'apprentissage ou 'arrét prématuré de 'optimisation. Pour éviter ce phénomene, il est
fréquent de recourir a différentes techniques de régularisation de I'apprentissage, comme
des fonctions d’activation non saturantes, la régularisation des poids en imposant des
termes de pénalité (I1 ou [2), ou de la mise a ’échelle des données. Afin de maintenir
les poids du réseau dans un intervalle cohérent, trois méthodes de normalisation ont été
employées pendant cette these :

e La mise a I’échelle des données d’entrée : dans l'usage courant, les entrées sont
réduites a I’échelle [0, 1], ou centrée sur 0 avec une variance de 1;

e La normalisation par lot ou Batch Normalization (BN) [40] : cette approche consiste
a centrer la moyenne et I'écart type des fonctions d’activation sur I'axe du lot, et
est couramment utilisée pour le traitement des images; et

e La normalisation par groupe ou Group Normalization (GN) [41] : la normalisa-
tion par lot pose probleme lors de l'utilisation de lots de petites tailles. Dans ce

cas, on utilise une normalisation sur l'axe des caractéristiques. La GN consiste a
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séparer 'espace des caractéristiques d’'une couche en n groupes, et a effectuer la
normalisation de maniere indépendante dans chaque groupe. Cette technique est
fréquemment adoptée pour des modeles denses en parametres, et notamment pour

le traitement des séquences.

L’évaluation de ’ajustement du modele

Pour évaluer de maniere adéquate la capacité d’'un modele d’apprentissage automa-
tique a produire la réponse adaptée aux données qui lui sont fournies, il est essentiel de
mesurer les performances de ce dernier sur un ensemble de données distinct, connu sous
le nom de jeu de données de validation, et composé d’observations qui n'ont jamais été
utilisées durant la phase d’apprentissage du modele. En séparant ainsi un jeu de don-
nées de validation d’un jeu d’entrainement, on évite l'interprétation d’un surajustement
du modele, ce qui arrive lorsque le modele s’adapte trop spécifiquement aux données
d’entrainement, au détriment de sa capacité a généraliser a de nouvelles données. La
séparation en deux jeux de données distinct correspond a la validation non-croisée. La
Validation Croisée (VC) en k-fold est cependant une approche plus robuste pour évaluer
la capacité d’'un modele a la généralisation. Dans ce cas, le jeu de données est divisé en
k sous-ensembles (ou "folds"). Le modele est alors entrainé sur k& — 1 sous-ensembles et
validé sur le sous-ensemble restant. Ce processus est répété k fois, de sorte que chaque
sous-ensemble soit utilisé exactement une fois comme jeu de données de validation. De
cette fagon, on garantit une évaluation plus complete de la performance du modele, en pro-
posant des performances de validation moyenne sur ’ensemble des données a disposition.
La VC peut étre poussée a 'extréme avec la méthode Leave-One-Out Cross-Validation

(LOOCYV), qui consiste a réduire la taille des sous-ensembles & un seul échantillon.

Aides a la généralisation

L’extraction de motifs nécessite une grande quantité de données pour la généralisation
d’un probleme, et ainsi étre opérationnel sur de nouvelles instances. En conséquence, la
quantité d’observations conditionne fortement 'usage d’algorithme d’apprentissage pro-
fond, car I’assemblage de bases de données annotées s’avere étre tres cotiteux. Le transfert
d’apprentissage est une stratégie efficace pour travailler avec des ensembles insuffisants,
et consiste a utiliser un modele déja paramétré sur un grand ensemble de données, avant
d’ajuster ce dernier sur ’ensemble dont on dispose. Dans ce cas, la premiere phase d’ap-

prentissage configure le réseau pour la reconnaissance de motifs, et la deuxiéme phase

37



Introduction

adapte cette capacité au probleme d'un jeu de données plus petit.

Egalement, la méthode de Drop-Out introduit une composante aléatoire forcant le ré-
seau a généraliser un probléme [42]. Le Drop-out consiste & "éteindre" la sortie de neurones
choisis aléatoirement selon une certaine fréquence. De cette fagon, la robustesse du réseau
est améliorée, car on influence ce dernier a éviter d’étre trop dépendant d’unités spéci-
fiques. La généralisation du modele est améliorée, car ce dernier doit fonctionner dans un

contexte non familier, ou certains des neurones se comportent différemment.

Nous avons défini ici l'architecture d’un réseau simple PMC, ou RNA. La section
suivante se consacre a la présentation des différentes architectures de réseaux de neurones
profonds, spécialement congues pour extraire des caractéristiques pertinentes de variétés

de données & haute dimension.
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1.3 Extraction des caractéristiques par apprentissage

profond

Avec I’émergence de 'apprentissage profond, la maniere d’extraire des connaissances a
partir de données a haute dimension a été radicalement transformée. Contrairement aux
méthodes d’apprentissage automatique, qui nécessitent la réduction de 'information sous
la forme de vecteurs de caractéristiques discriminantes, ’apprentissage profond automatise
ce processus. Ce dernier repose sur 'idée que les données peuvent étre automatiquement
décomposées en un ensemble de caractéristiques, lesquelles sont ensuite exploitées pour des
taches plus avancées, comme la classification ou la régression. En automatisant I'extrac-
tion des caractéristiques depuis les données, les modeles d’apprentissage profond peuvent
construire des représentations plus précises et informatives, ouvrant la voie a une analyse
plus approfondie. Cette capacité est particulierement pertinente dans le domaine de la
santé, ou 'analyse automatisée de données volumétriques, temporelles ou multimodales a
montré un potentiel considérable pour améliorer les diagnostics, évaluer des compétences
professionnelles, et comprendre des mécanismes biologiques sous-jacents.

Cette section se consacre a la présentation des différentes topologies de réseaux d’ap-
prentissage profond utilisées dans cette theése, chacune étant spécifiquement adaptée a un
type de données. Ces architectures sont présentées a travers des applications concretes
pour 'analyse de signaux physiologiques, mettant en lumiere comment chaque structure

de réseau peut s’adapter pour opérer sur ce type de données.

1.3.1 Reéseaux de neurones a convolution

Initialement présenté par LeCun et al. [43], les Convolutional Neural Network (CNN)
s'inspirent du néocognitron, un modele lui-méme inspiré des méthodes de traitement des
données dans le cortex visuel. Cette catégorie de réseaux est initialement destinée a la re-
connaissance de patterns sur des données bidimensionnelles de taille fixe, et fonde son prin-
cipe sur le traitement des données dans un champ récepteur réduit. En principe, un CNN
classique se compose de deux parties (Figure 1.9). Le premier segment consiste en une
succession de cartes de caractéristiques (feature maps) bidimensionnelles. L’étape d’ex-
traction des caractéristiques dans cet espace repose sur 1'utilisation de plusieurs noyaux ou
kernels opérant sur l’espace d’entrée par une opération de convolution, avant une trans-

formation par une fonction d’activation, généralement non linéaire. De cette maniére, une
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pile de plusieurs couches de convolution peut étre réalisée, ce qui permet au réseau neu-
ronal d’apprendre a construire des caractéristiques simples dans les premieres couches,
jusqu’a la reconnaissance de motifs complexes dans les dernieres couches. Il est courant
d’alterner les couches de convolution avec des couches de Pooling, ce qui permet de sous-
échantillonner les données pendant leur progression dans le réseau, réduisant la charge de
calcul et les risques de surajustement des données. Cette méthode n’est pas basée sur de
I’apprentissage, elle consiste juste a appliquer localement une fonction de compression de
données. La fonction de MaxzPooling est la plus populaire, et consiste a produire en sortie

le maximum local de la surface d’entrée.

Flatten

FIGURE 1.9 — Architecture classique d’'un CNN.

Apres ce premier segment, tous les neurones de la couche finale sont aplatis dans
un vecteur et injectés dans un PMC. Cette partie du réseau a pour fonction de traiter
I’expression des caractéristiques développées dans le premier segment, avant de produire
en sortie un résultat qui dépend a la fois des données d’entrée et des regles de calculs

internes au réseau.

Exemples d’applications cliniques

Malgré un design adapté aux données multi-dimensionnelles, les CNN sont couram-
ment utilisés pour I'analyse de séries temporelles dans le domaine médical. Dans un état
de Part sur l'utilisation de I’apprentissage profond pour les données d’Electroencéphalo-
gramme (EEG), Roy et al. ont montré que pour 154 sources de travaux, 40% des articles
référencés s’orientent sur 1'utilisation de CNN pour de la classification [44]. Egalement,
un état de I'art similaire pour les Electrocardiogramme (ECG) montre que les méthodes

d’apprentissage profond surpassent les performances de méthodes classiques d’apprentis-
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sage automatique pour la reconnaissance d’éveénements relatifs a différentes pathologies.
Dans 39 de ces 75 travaux compilés, soit la majorité des cas, ’analyse est conduite unique-
ment par un CNN [45]. Les CNN montrent également des résultats encourageants pour
I’analyse de signaux MER dans le contexte de la localisation du NST ou la détection

d’artefacts lors de l'enregistrement du signal [46]-[49].

1.3.2 Reéseaux de neurones récurrents

Les réseaux de neurones récurrents ou Recurrent Neural Network (RNN) forment une
classe de réseaux profonds dédiée a l'analyse de séries temporelles. A I'inverse avec les
CNN, les RNN ont la capacité de traiter des données chronologiques et de taille variable.
Cette capacité repose sur 'utilisation de "boucles" dans ’architecture du réseau, qui se ré-
ferent a I’état temporel antérieur de chaque neurone. La boucle permet d’exposer certains
des poids du réseau a un motif d’entrée a travers une succession de trames temporelles,
et permet donc d’utiliser I'information temporelle dans la tache prédictive, a la maniere
d’une mémoire. On parle de RNN profonds lorsque plusieurs piles de neurones sont empi-
lées, comme montré sur la Figure 1.10. Ici, 3 neurones évoluent a travers plusieurs trames
d’une d’entrée x;, avec ¢+ = 1,...,t, ou t correspond a la taille de la séquence. Dans cette
organisation Many-To-One (MTO), un vecteur de prédiction y est produit a terme du

parcours des trames.

( forg gate \
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iRNNCe||2}~>[ -
ERNNCenH FEE

input gate

Ficure 1.11 — Illustration d’une cellule Long

x x
° 1 Short-Term Memory (LSTM). Les activations
FIGURE 1.10 — Schématisation d’'un  vertes correspondent & une fonction sigmoide,
RNN profond de type MTO. celles en rouge a une fonction tangente hyperbo-

lique.

Les premieres générations de modeles RNN ont rapidement atteint des limites, par des
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problemes de stabilité de la mémoire. Cette instabilité provient du calcul des gradients
sur des séquences longues. Certaines architectures ont néanmoins réussi a compenser les
probléemes de stabilité. En particulier, les cellules Long Short-Term Memory (LSTM),
initialement proposées par Hochreiter et al. [50] gerent, grace a l'utilisation de plusieurs
portes, une mémoire a long terme, une mémoire a court terme et la combinaison de cette
derniere avec des observations en entrée, afin d’obtenir une sortie prédictive. La Figure
1.11 présente la mise a jour de la mémoire a long terme ¢; par une porte d’entrée et
d’oubli, ainsi que de la mémoire court terme h; qui sert également de sortie prédictive de
la cellule. Dans un style similaire, les couches Gated Recurrent Units (GRU), développées
par Cho et al. [51], ont récemment démontré des capacités similaires & celles des couches
LSTM, avec une architecture similaire mais simplifiée a la propagation d’un seul vecteur

pour la mémoire.

Exemples d’applications cliniques

Les études respectives de Roy et al. et d’Ebrahimi et al. sur I'utilisation de I'appren-
tissage profond pour I'analyse EEG et ECG reportent une utilisation fréquente des RNN
pour l'analyse de signaux médicaux [44], [45]. L’architecture RNN est la deuxiéme classe
de réseaux la plus utilisée apres le CNN, malgré son design plus adapté au traitement
de données temporelles. Ce phénomeéne s’explique par la limite, méme pour les cellules
LSTM ou GRU, a traiter des séquences tres longues issues d'un échantillonnage a haute
fréquence. Par ailleurs, la moitié des études basées sur l'utilisation de RNN font état
de T'utilisation de CNN pour I'extraction de caractéristiques afin de réduire en amont la
dimensionnalité des données a traiter par le RNN.

L’utilisation de ce type de réseau a également été reportée pour des tache de génération
de signal d’Electromyogramme (EMG), EEG et ECG [52]-[55]. Cependant, ces travaux
présentent des résultats préliminaires pour la production de petits échantillons de données,
sans proposer de protocole rigoureux pour I’évaluation qualitative des données générées.
Enfin, et a notre connaissance, l'application de méthode RNN sur des données MER n’a

été réalisée que dans une étude portant sur la détection d’artefacts [56].

1.3.3 Réseaux transformers

En 2017, les travaux relatifs a I'architecture transformer ont révolutionné le traitement

de séquences, notamment pour le langage, démontrant des résultats bien supérieurs aux
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RNN [57]. Cette surperformance est expliquée par la valorisation de deux mécanismes :
I’encodage positionnel et 'auto-attention. L’architecture originelle du réseau transformer
est présentée en Figure 1.12, et de par sa structure d’encodeur-décodeur, permet la trans-

formation de séquences chronologiques d’une forme a une autre, semblable en cela aux
RNN.
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FIGURE 1.12 — Architecture d’un encodeur-décodeur Transformer.

Positional
embedding

Positional
embedding

La principale différence avec les RNN réside dans la maniere dont I'architecture trans-
former gere 'ordre temporel des données dans une séquence. Contrairement aux RNN, ou
I'ordre des données est maintenue par un traitement de la séquence trame par trame, les
réseaux transformer emploient un systéme d’encodage positionnel pour incorporer cette
dimension temporelle. Cet encodage enrichit la séquence fournie au réseau avec des in-

formations précises sur la position de chaque élément, ce qui permet au modele de saisir
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I'ordre et les relations entre les différentes parties de la séquence. En intégrant ces don-
nées positionnelles aux informations d’entrée, les réseaux transformer sont capables d'une
meilleure association des caractéristiques temporelles, possible & une échelle locale (dé-
tails fins de la séquence), ainsi qu’a une échelle globale (structure générale de la séquence).
Cette nouvelle approche comporte également I'avantage de pouvoir traiter I’ensemble des
trames chronologiques d'une séquence en parallele. Cette parallélisation améliore ainsi le
temps nécessaire pour ajuster les parametres du modele.

L’architecture transformer surpasse par ailleurs la limitation de mémoire observée
chez les réseaux RNN (méme LSTM ou GRU), avec un processus d’apprentissage basé sur
l'auto-attention, ou self-attention. Ce mécanisme opere sur les données d’entrée (apres leur
encodage positionnel), pour produire trois ensembles de données : un ensemble ' Query",
"Key" et "Value'. Le mécanisme d’attention consiste a déterminer a quel point chaque
élément de la séquence (représenté dans "Query") est pertinent par rapport a l’ensemble
des autres éléments de la séquence (représentés dans "Key"). Cette information de relation
est ensuite pondéré par I’ensemble " Value', afin de recréer la représentation des données
d’entrée sous une forme qui respecte la chronologie et I'importance relative des différents
éléments dans la séquence. Pour illustrer ce concept par la prédiction d’un nouveau bat-
tement cardiaque a la fin d'un tracé ECG, le mécanisme d’auto-attention renverrait le
tracé marqué d’une attention sur les battements antérieurs, car ces derniers participent
grandement a la prédiction des caractéristiques du prochain battement cardiaque.

Ce mécanisme d’auto-attention est reproduit plusieurs fois en parallele, afin de captu-
rer différents types de relations dans les données. L’ensemble de de ces opérations forme

le bloc Multi-Head Attention présenté sur la Figure 1.12.

Exemples d’applications cliniques

Malgré leur récente apparition, les réseaux transformers font déja 1’objet d’applications
pour l'analyse de signaux ECG [58], ou EEG [59]. Ainsi, I'application du mécanisme
d’attention a des signaux physiologiques a permis d’améliorer des processus prédictifs
en augmentant la capacité d’extraction d’informations temporelles pour des taches de

classification ou débruitage [60]-[62].
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1.4 Avancées conceptuelles en matiere d’apprentis-

sage profond

La section précédente s’est conclue sur la présentation des mécanismes de modélisation
des connaissances des architectures transformer. Typiquement, ces réseaux operent en
binéme, composés d'un encodeur et d'un décodeur, comme illustré dans la Figure 1.12.
L’encodeur est responsable de 'extraction des caractéristiques d’entrée en transformant
la représentation riche et contextuelle de I'entrée en une représentation latente dans un
espace plus réduit. Le décodeur, quant a lui, utilise cette représentation latente comme
une information de contexte, afin de produire une sortie souhaitée, que ce soit dans une
tache de traduction, génération ou transformation de séquence.

L’architecture de décodage dans ces réseaux se caractérise par son approche auto-
régressive. A chaque étape, le décodeur produit un élément de la séquence, qui est ensuite
ajouté a la séquence déja décodée. Cette séquence étendue est renvoyée au décodeur, qui
continue alors a ’étendre progressivement. De cette maniere, le processus itératif permet
au décodeur de construire la séquence de sortie étape par étape, en s’appuyant a la fois

sur la représentation latente fournie par I’encodeur et sur les éléments déja générés.

1.4.1 Auto-encodeurs

Les Auto-Encodeur (AE) représentent également une formation de réseau en encodeur-
décodeur, mais cette fois il est possible de I'utiliser dans un contexte d’apprentissage non
supervisé. Dans ce cas, I’encodeur effectue une compression du contexte des données dans
un espace latent, et le décodeur tente de reconstruire les données d’origine a partir de
cette représentation. Cette méthode permet de créer un espace latent ou les informations
essentielles des données sont préservées dans une forme compressée.

La Figure 1.13 schématise la structure d’un auto-encodeur composé de PMC, méme
si différentes topologies de réseaux de neurones peuvent étre utilisées, comme des réseaux
CNN ou RNN. Ici, 'encodeur traite un vecteur de 6 variables, afin de les réduire en
tant que points dans un espace latent a 3 dimensions. Cette représentation réduite est
ensuite traitée par le décodeur afin de retrouver les données de départ. De cette facon,
et a la différence de la majorité des familles de réseaux de neurones, l'auto-encodeur
peut étre entrainé a maximiser I'information contenue dans des données, via un goulot

d’étranglement, et ce de manieére non-supervisée.
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FiGURE 1.13 — Architecture d’'un RNA auto-encodeur a représentation interne sous-
complete. L’encodeur est présenté en vert et le décodeur en violet.

La capacité des AE a apprendre une représentation de données peut également se
préter & un probleme de génération de données. Les Auto-Encodeur Variationnel (VAE)
accomplissent cette tdche en utilisant 'espace latent de maniere probabiliste [63]. Dans
ce cas, le role de 'encodage ne consiste pas a uniquement compresser les données d’en-
trée dans une représentation réduite, mais consiste également a définir des parametres
d’une distribution modélisant les données d’entrée. De cette facon, I’échantillonnage dans

I’espace latent permet d’obtenir des données inédites apres le décodage.

1.4.2 Apprentissage antagoniste

Au-dela de I'encodage-décodage, 1'entrainement simultané de plusieurs réseaux sert
dans le cas de la génération de données, ou la définition d'une fonction de perte peut étre
compliquée. La génération de données en apprentissage profond implique de comprendre et
d’imiter les motifs présents dans un ensemble de données pour créer de nouvelles instances
qui semblent naturellement issues de cet ensemble. Cette tache est plus complexe quune
simple comparaison ou calcul de distance, et doit faire intervenir une modélisation du
probleme avancée, afin de générer des données a la fois similaires mais non identiques aux
données d’entralnement.

Les réseaux antagonistes génératifs, ou Generative Adversarial Network (GAN), offrent
une réponse a ce probléme [64]. L’approche des GAN repose sur l'entrainement conjoint

de deux réseaux distincts ayant des objectifs opposés, d’ou leur nom d’antagonistes. D’un
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cOté, le réseau générateur apprend a créer des données qui imitent la distribution des
données d’entrainement. Il tente de générer des échantillons qui soient suffisamment réa-
listes pour étre considérés comme authentiques. Le second réseau, appelé discriminateur,
a pour role de distinguer entre les données réelles et celles générées par le générateur. En
d’autres termes, le discriminateur évalue la plausibilité des échantillons produits en les
classant comme réels ou artificiels.

Ainsi, la fonction de perte vise un double objectif. D’une part, elle motive le discri-
minateur a réduire ses erreurs a différencier avec précision les échantillons réels de ceux
générés. D’autre part, le générateur tente d’augmenter les erreurs du discriminateur, en
produisant des données de plus en plus indiscernables des vraies. Cette relation d’optimi-
sation permet en théorie de converger jusqu’a I’équilibre de Nash, ou les deux participants
bloquent mutuellement leur ajustement. En pratique, la convergence a 1’équilibre de Nash
d’un GAN est fréquemment compliquée par la stabilité des gradients. L’explosion ou I’éva-
nescence des gradients sur le discriminateur, ainsi que 1'optimisation sur une fonction de

perte non convexe a souvent été critiqué chez les GAN.
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1.5 Alternatives complémentaires a 1’apprentissage

profond

Les avancées en apprentissage profond révolutionnent la facon de modéliser et d’ana-
lyser des données complexes, ce qui permet une compréhension autonome des données
a haute dimension. Néanmoins, l'augmentation de la dimensionnalité des données exige
souvent un accroissement du nombre de parametres du modele, ce qui peut entrainer
une hausse significative des colits computationnels. Dans ce contexte, 'adoption de mé-
thodes complémentaires légere fait sens, afin d’éviter une consommation déraisonnée de
ressources de calculs.

Dans cette optique, les modeles probabilistes se présentent comme une alternative
viable. Ces modeles, contrairement aux techniques d’apprentissage profond, se focalisent
sur la compréhension et la modélisation des incertitudes inhérentes aux données, et offrent
ainsi un cadre pour interpréter les niveaux de certitude, ce qui est crucial pour les données
qui ne se prétent pas a une caractérisation binaire ou lorsque la compréhension des variabi-
lités sous-jacentes est nécessaire. Ainsi, cette section explore deux approches probabilistes

utilisées a travers cette theése.

1.5.1 Modele conditionnel bayésien naif

Le modele bayésien naif est un modele probabiliste facile a mettre en place et nécessi-
tant peu de parametres. Lorsqu’appliqué a un probleme de classification, ce dernier peut
émettre une prédiction sous la forme de probabilité a partir de caractéristiques. Prenons
le cas d'un modele d’apprentissage profond paramétré pour une tache de classification, ce
dernier émettant une série de caractéristiques Fij.p pour une observation. On peut alors
modéliser la probabilité P(C = i), soit la probabilité conditionnelle pour une classe i, a

partir du théoreme de Bayes :

P(C =i, Fi.p) = P(C = i|FLp)P(Fi.p) = P(Fip|C = i)P(C = i)

(1.2)
P(F.p|C =) x P(C =1)
P(Fup)

P(C - i|F1;D) -

e p(C = i|Fy.p) représente la distribution postérieure, soit la probabilité d’observer

une instance de classe ¢ selon ’ensemble des caractéristiques F}.p produites par le
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modele pour cette instance;
e p(F1.p|C = i) décrit la vraisemblance du modele, plus précisément la vraisemblance
du modele a produire certaines caractéristiques pour un conditionnement 7 ; et
e p(C = i) symbolise le prior, soit I'hypothese de traiter la classe i en particulier.
On peut considérer 'expression d’évidence p(Fy.p) comme un terme de normalisation
car cette probabilité ne dépend pas de C, et les caractéristiques sont déja connues. Ainsi,

on peut simplifier :

P(C = i|Fi.p) x P(Fi.p|C = i) x P(C = i) (1.3)

Enfin, le modele bayésien naif repose sur I’hypothese que les caractéristiques Fi.p sont
indépendantes entre elles. Pour illustrer, cette hypothese est valide dans le cas ou le réseau
traite indépendamment différents segments exclusifs d’une méme source de données. Ainsi,
la manipulation des caractéristiques extraites de I’ensemble des fragments peut s’exprimer

selon la probabilité conditionnelle suivante :

P(C = i|Fip) < P(C = ) [[ p(FC = i) (1.4)

J
En d’autres termes, la classification par un modele conditionnel Bayésien naif nécessite
deux composantes :

e Un prior naif P(C' = i) non dépendant du modele (comme la probabilité d’occu-

rence de la classe parmi toutes les instances) ; et
e Le produit de la vraisemblance d'un modele a produire chaque caractéristique,
conditionné par la classe i : p(F;|C = i). Le comportement d’un réseau d’appren-
tissage profond n’étant pas probabiliste, I'intervention d’une fonction de densité
est nécessaire. L’hypotheése d’une loi probabiliste fait intervenir la définition de
parametres associés, parametres a optimiser pour maximiser ’adéquation de la loi

avec la distribution des données d’entrainement.

1.5.2 Application de I’Espérance-Maximisation aux modeles de

mélanges gaussiens

L’algorithme Espérance-Maximisation (EM) est une méthode d’estimation des para-
metres de modeles probabilistes dans des situations d’exposition partielle aux données.

L’EM opere par une alternance de deux phases dans un processus itératif : I’Espérance
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(E) et la Maximisation (M). Dans la phase E, I’algorithme estime les données manquantes
en se basant sur les parametres actuels d’une loi choisie. Cette estimation prend la forme
d’une probabilité conditionnelle des données manquantes, compte tenu des observations
disponibles et des parametres courants du modele. Puis, dans la phase M, ’algorithme
maximise la vraisemblance de ces données estimées en ajustant les parametres du modele,
afin d’adapter le modele aux données observées. Une application possible de ’algorithme
EM est dans le cadre de I'ajustement de modeles de mélanges gaussiens.

La loi normale est tres utilisée pour décrire une distribution de données, car elle a
I’avantage de s’appliquer a beaucoup de phénomenes observables, et ne nécessite que
deux parametres : son espérance p et son écart-type o. Un parametre de taille 7, ou
poids, et également a considérer dans la modélisation d’une distribution par un mélange
de plusieurs gaussiennes. Ainsi, la densité de probabilité d’une variable pour un mélange

de ¢ gaussiennes peut étre décrit sous la forme suivante :

pla) = 7 Nz | e, 0c) (1.5)

L’étape E consiste a calculer pour chaque point de donnée sa responsabilité d’appar-
tenance a chaque composante gaussienne du mélange défini, et son calcul est présenté par

I’équation suivante :

o WCN(I”MUUC)
S TN (i | s o)

ou K équivaut au nombre de gaussiennes. Ici, r;. pondeére la responsabilité de chaque

(1.6)

Tic

composante ¢ pour 'observation de chaque instance i. A partir de ces responsabilités
calculées, la phase M consiste a mettre a jour les parametres de chaque composante

gaussienne et leurs poids dans le mélange, de la facon suivante :

o Ez TicXq
fe = Ez Tic
e C 2
O_z _ Zz rzcz(:xz ,uc) (17)
i Tic
e — Zz Tic
¢ N

L’objectif est d’ajuster ces parametres de maniere a maximiser la vraisemblance des
données observées, en tenant compte des contributions estimées de chaque composante.

Apres 'achevement de ’étape M, 'algorithme retourne a 1’étape E pour une nouvelle ité-
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ration, utilisant les parametres mis a jour pour recalculer les responsabilités. Ce processus
itératif se poursuit jusqu’a ce que l'algorithme converge, c’est-a-dire que les changements
dans les parametres du modele entre les itérations successives deviennent négligeables,
indiquant que les parametres ont atteint une estimation stable qui maximise la vraisem-

blance des données observées.
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1.6 Contribution de la these

Comme présenté dans la section traitant du contexte clinique (Section 1.1), les ré-
sultats de la SCP sont fortement conditionnés par la localisation précise de la cible a
stimuler. Parmi I’ensemble des méthodes peropératoires d’aide a la localisation, ’enregis-
trement Micro-électrode apporte une plus-value conséquente, a faible cotit. Néanmoins,
les différentes sources neuroanatomiques d’acquisition du signal peuvent présenter un pro-
fil d’activité tres similaire, ce qui rend la tache de reconnaissance ardue. Cette analyse
est considérée comme subjective, tout en nécessitant la mobilisation d'un expert pendant
plusieurs heures. En ce sens, ’analyse du signal électrophysiologique MER est un champ
actif de recherche, notamment pour la localisation du NST. La majorité des approches de
localisation reporte 1'utilisation de méthodes de ML, méthodes souffrant de la sélection
manuelle de caractéristiques discriminantes. Cette thése est par conséquent consacrée a la
valorisation du signal MER par 'intermédiaire de méthodologies basées sur les données.

Cette orientation s’inscrit dans le sillage des travaux de 1’équipe MediCIS (LTSI -
Inserm) pour la SCP. A ce jour, les travaux de 1’équipe comprennent le développement
d’outils préopératoires, tel que le logiciel de plannification chirurgical PyDBS [65], de mé-
thodes d’apprentissage automatique pour la construction d’atlas anatomo-cliniques [66]-
[70], mais également d’un modele prédictif Data-Driven pour la classification de signaux
MER [46]. Les réflexions menées dans le cadre de cette thése complétent ces contributions
en proposant : (1) la réponse a plusieurs problématiques soulevées par 1'outil de classifica-
tion des signaux MER développé a MediCIS, ainsi que (2) la proposition d’un simulateur

pédagogique pour la tache ajustement du point de stimulation.

1.6.1 Chapitre 2 : Localisation Data-Driven du NST

Les enjeux cliniques présentés en Section 1.1 soulevent 'intérét de développer un sys-
téme assisté par ordinateur pour l'identification automatique du NST pendant l'inter-
vention de SCP. Ce chapitre contribue a I’état de I’art dans ce domaine, en proposant
I'extension en temps réel d'un algorithme Deep Learning (DL) pour la détection per-
opératoire du NST basée sur 'analyse MER. Ce travail est motivé par 'amélioration des
performances de SepaConvNET, un réseau neuronal congu pour 'analyse des MER, en in-
tégrant plus d’informations discriminantes, puis en fournissant un outil d’analyse capable
d’améliorer sa certitude en analysant des périodes de temps plus longues. Ce chapitre pré-

sente et compare deux approches pour répondre a cette tache de prédiction en temps réel.
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La premiere repose sur une extension bayésienne de SepaConvNet, qui prolonge le temps
d’analyse du réseau natif a I’aide d’'une méthode probabiliste, en fournissant une mise a
jour en temps réel de la certitude du réseau. La seconde méthode repose sur une exten-
sion récurrente de SepaConvNET, qui peut intégrer davantage d’informations temporelles
grace a ’ajout d’'un RNN, afin d’améliorer la précision du réseau pour des durées d’écoute
plus longues. L’extension temporelle d'un prédicteur introduit forcément un rallongement
du temps d’analyse. Ce chapitre présente également une méthodologie capable de maxi-
miser les performances du modele par un algorithme d’écoute, et d’arrét d’analyse lorsque
le niveau de certitude du modele sous-jacent le permet. Enfin, cette section présente une
derniére contribution sous le nom de SepaGaussNET, une refonte méthodologique de la
meilleure approche d’extension de SepaConvNET capable d’exploiter la distance estimée
a la cible, et bénéficiant d’une optimisation améliorée, par alternance de maximisation de

la vraissemblance et descente de gradient.

1.6.2 Chapitre 3 : Robustesse et Généralisabilité

Le développement d’un outil prédictif souleve la question de sa capacité a fournir une
aide in situ. Malgré I’évaluation de l'outil sur des données de validation, la variabilité
des parametres d’enregistrement, des profils de patients, et du matériel d’acquisition sont
autant de parametres qui peuvent remettre en question la diffusion de I’outil pour plusieurs
centres cliniques. Ce chapitre est dédié a ’évaluation des méthodes du Chapitre 2 sur des
données inédites, acquises dans plusieurs centres cliniques, et sur différentes machines
d’acquisitions. La littérature récente fait également état d’autres approches Data-Driven
pour la tache de localisation du NST basée sur 'analyse MER. Cette section a également
pour but de comparer ces différentes propositions d’architecture sur un matériel standard,

afin de fournir une référence au modele SepaConvNET vis-a-vis de ’état de I’art.

1.6.3 Chapitre 4 : Génération de MER synthétiques

Enfin, le dernier chapitre de cette theése se consacre a la simulation du signal électro-
physiologique dans le contexte de la SCP. Cette tache répond a la demande de ressources
pour l'entrainement de modeles prédictifs, ainsi que pour I'apprentissage des cliniciens
novices dans I'utilisation de ces signaux, dans le but d’identifier la neuroanatomie lors de
I'implantation d’électrodes en SCP. Cette section offre 'opportunité de présenter 1'utilisa-

tion des réseaux de neurones génératifs pour la synthese de signaux biomédicaux, avant de
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proposer une méthodologie en réponse a la tache de synthese des signaux MER. Ainsi, ce
chapitre propose I'architecture MerGen, congue pour la simulation continue et en temps
réel des signaux MER. Cette section propose également une double évaluation qualita-
tive : (1) par 'analyse qualitative de la simulation, réalisée par des neurophysiologistes
novices et experts, et (2) par le potentiel d’'utilisation de ce générateur dans un contexte

d’augmentation de données pour le réseau SepaConvNET.
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J.S.H., 2021b. Extending convolutional neural networks for localizing the subthalamic
nucleus from micro-electrode recordings in Parkinson’s disease. Biomedical Signal Pro-
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Conclusion de chapitre

La puissance de calcul et la flexibilité des approches DL ont per-
mis d’envisager la réponse a de nombreuses problématiques dans
le domaine biomédical. Cette these tire partie de ces approches, et
propose différents outils d’aide a I'utilisation du signal électrophy-
siologique par les cliniciens. Ces contributions portent sur le déve-
loppement d’un outil d’aide a la décision online, mais également
sur le développement d’un simulateur pédagogique capable de re-
produire le flux de données observé pendant une session d’analyse
peropératoire. Ces contributions s’inscrivent dans une volonté de
parfaire la localisation de la cible de stimulation pendant ’acte de
SCP, de maniere a optimiser la réduction des symptomes moteurs

chez des patients parkinsoniens.
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CHAPITRE 2

LOCALISATION DU NST PILOTEE PAR
LES MER

Ce chapitre est consacré au perfectionnement de SepaconvNET,
un modele congu pour assister la prise de décision lors de I’ana-
lyse d’enregistrements électrophysiologiques courts en SCP. Dans ce
chapitre, nous proposons plusieurs méthodes d’extension en temps
réel pour adapter le comportement du réseau a ’analyse d’échan-
tillons plus conséquents, afin d’améliorer la certitude prédictive du
modele sous-jacent. Cette approche nous donne également 1’occa-
sion d’examiner plus en détail le comportement de ces extensions,
afin de proposer un prolongement automatisé du temps d’analyse,
régit par un seuil de certitude. Enfin, un dernier renforcement de
ces méthodes est discuté ici : une modification de I'optimisation du
modele, ainsi que I'intégration d’un parametre spécifique de 'envi-

ronnement chirurgical.

La Section 2.3 décrit les travaux publiés * pour 'extension en temps
réel du modele SepaConvNET, et la Section 2.4 aborde un publica-
tion présentée lors d’une communication orale® concernant 1’étude

d’un temps d’analyse dynamique des MER.

a. Martin, T., Peralta, M., Gilmore, G., Sauleau, P., Haegelen, C., Jannin,
P., Baxter, J.S.H., 2021. Extending convolutional neural networks for localizing
the subthalamic nucleus from micro-electrode recordings in Parkinson’s disease.
Biomedical Signal Processing and Control 67, 102529.

b. Martin, T., Gilmore, G., Haegelen, C., Jannin, P., Baxter, J.S.H., 2021.
Adapting the listening time for micro-electrode recordings in deep brain stimu-
lation interventions. Int J CARS 16, 1371-1379.
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2.1 Introduction

2.1.1 Motivations

La SCP nécessite une planification méticuleuse et précise, et est initialisée par des
examens d’imagerie préopératoire. Ces examens sont cruciaux pour localiser la cible neu-
roanatomique, en analysant des caractéristiques fonctionnelles et/ou structurelles. Les
données recueillies lors de cette phase initiale sont indispensables pour la planification
chirurgicale. Elles permettent de déterminer avec précision les angles et la profondeur
de la trajectoire de 1’électrode dans le cadre stéréotaxique, en vue de cibler de maniere
optimale la zone souhaitée. L’objectif est double : maximiser l'efficacité de la réponse
clinique et minimiser le traumatisme chirurgical. Néanmoins, ce processus comporte plu-
sieurs sources potentielles de variabilité, qui peuvent engendrer un écart entre la position
estimée idéale pour la stimulation et la localisation réelle de 1’électrode lors de son im-

plantation.

Ainsi, 'ajustement peropératoire de 1’électrode par l'interprétation de I’électrophysio-
logie environnant la sonde est une approche standard, en raison de son cofit abordable et
de son efficacité. Cette technique est moins coliteuse que l'imagerie interventionnelle et
présente une évaluation tres localisée de 'anatomie rencontrée, en offrant a 1’échelle de
la trajectoire une cartographie fonctionnelle précise. Une illustration des enregistrements
réalisés durant une trajectoire typique est présentée en Figure 2.1, fournissant un apercu

visuel des profils de données MER recueillis.

Malgré ces avantages, l'analyse des signaux MER comporte néanmoins des limites.
Cette tache est complexe et nécessite I'intervention d’un neurophysiologiste expérimenté
pour plusieurs heures durant I'implantation des électrodes. Il est également prouvé que
des durées d’analyse prolongées sont liées a un risque accru d’hémorragie et de compli-
cations infectieuses. Par ailleurs, le maintien du patient sous anesthésie locale pendant
I’analyse prolonge la procédure, ce qui peut induire une fatigue supplémentaire, rendant
I'opération plus difficile, voire contre-indiquée. Pour pallier ces limites et rendre l'ana-
lyse des MER plus rapide, efficace et moins dépendante d’une expertise spécialisée, de
nombreuses études se sont concentrées sur l'automatisation de la détection du Noyau
Sous-Thalamique (NST). Ainsi, 'automatisation pourrait offrir une méthode plus stan-
dardisée et reproductible pour identifier la localisation optimale de 1’électrode, minimisant

ainsi les erreurs humaines et le besoin d’un neurophysiologiste expert sur place.
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FI1GURE 2.1 — Trajectoire d’acquisitions MER associée a la neuroanatomie traversée dans
le cadre de la localisation du NST.

2.1.2 Etat de l’art de I’analyse automatique des MER

L’analyse automatique des MER pour lidentification de régions cibles sous-corticales
a longtemps été axée sur la sélection manuelle de caractéristiques discriminantes. Ces
caractéristiques permettent la réduction du signal MER sous la forme d’un vecteur de
caractéristiques qui décrivent la population neuronale sous-jacente (comme le taux de
décharge ou la puissance de bandes de fréquences différentes)[32]-[36]. Cependant, cette
ingénierie manuelle est contrainte par plusieurs limites. Cette tache peut étre difficile,
les caractéristiques extraites peuvent étre sensibles aux artefacts et a des motifs impré-
vus dans le signal, ce qui peut compromettre I'utilisation de ces systemes dans la salle
d’opération. Egalement, la sélection de caractéristiques nécessite de normaliser et d’ex-
traire les données brutes, ce qui peut poser des problemes d’un centre clinique a l'autre
et d’un protocole d’acquisition du MER a 'autre. Lorsque la quantité de données devient
conséquente, la variabilité dans ces données peut compliquer 1’analyse manuelle pour le
développement de caractéristiques exhaustives. Dans le cas présent, ou la compréhen-
sion fonctionnelle et électrophysiologique est limitante, il semble impossible de définir
une identité complete des signaux MER par rapport a la position neurophysiologique

de l'enregistrement. Enfin, ces caractéristiques ne sont pas représentatives de la maniére
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dont un électrophysiologiste analyse les données MER, ce qui implique 'identification et
I'intégration de caractéristiques plus nuancées a partir des signaux MER, bruts.
Récemment, la littérature a montré que le DL pouvait surpasser les algorithmes tradi-
tionnels de Machine Learning (ML) pour la localisation du NST, en termes de performance
prédictive [46]-[48], [71]. Contrairement aux méthodes de ML, le DL excelle dans la gestion
de grandes quantités de données et permet ’élaboration automatique des caractéristiques
discriminantes pour effectuer une classification. Ainsi, 'apprentissage profond présente
I’avantage de pouvoir utiliser directement les signaux bruts, contrairement a ’extraction
de caractéristiques par ingénierie, et permet le développement de caractéristiques plus
nuancées et plus descriptives. Ainsi, ce type d’approches pourrait en théorie fournir une
assistance peropératoire en temps réel, sans qu’il soit nécessaire de procéder a une norma-
lisation postopératoire et rapprochant ainsi 'analyse automatique de I'intuition humaine.
Afin de s’approcher au maximum de 'interprétation intuitive des signaux bruts par
I'oreille humaine, la majorité des études qui reportent l'utilisation de DL se focalisent
sur l'analyse des données dans une perspective temps-fréquence. Cette représentation de
données est un support valable pour exprimer des caractéristiques discriminantes entre
les signaux MER enregistrés dans le NST et les signaux enregistrés dans I’environnement
de ce dernier [72]. En effet, on sait que la cochlée humaine procede a une décomposition
fréquentielle dans le temps, d'une maniere similaire aux spectrogrammes générés par une
Transformée de Fourier a Court Terme (TFCT). Cette approche differe de celle de la
transformée de Fourier rapide, ou Fast Fourier Transform (FFT), qui présente le signal
dans son ensemble, en ce sens qu’elle permet de conserver les informations temporelles et
de localiser dans le temps 'expression de fréquences particulieres du signal. Bien que la
complexité et la haute dimensionnalité des données de spectrogramme soient un défi pour
les méthodes traditionnelles d’apprentissage automatique, elles sont idéalement adaptées
au fonctionnement du DL. Cette technique a d’ailleurs déja été employée avec succes dans

I'analyse des signaux auditifs [73].

Suite a la compilation des différents progres réalisés dans le domaine de l’analyse
automatique des données MER, les travaux menés a MediCIS par Peralta et al. [46] ont
abouti au développement du réseau prédictif SepaConvNET, dont le fonctionnement sera

présenté dans la section suivante.
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2.2 Architecture Separable Convolutional NETwork

L’architecture Separable Convolutional NETwork, ou SepaConvNET, est une archi-
tecture de type CNN spécifiquement congu pour l'identification automatique de signaux
MER acquis dans le NST. La motivation de ce réseau réside dans le développement d'un
modele prédictif piloté par les données, basé sur I'utilisation de la représentation spec-
trogramme des signaux en tant que données d’entrée. Comme les architectures CNN ont
été traditionnellement utilisées pour les images, elles conviennent théoriquement a la re-
présentation du spectrogramme qui maintient la dimension temporelle et fréquentielle en
parallele. De plus, les opérations de convolution peuvent étre appliquées a des données de
toute dimension (y compris pour monodimensionnelle). L'un des premiers aspects abor-
dés par Peralta et al. [46] a donc été de déterminer si le spectrogramme devait étre traité
comme un signal bidimensionnel, comme une image, ou comme un signal unidimensionnel
a valeur vectorielle, cette derniere solution s’étant avérée la plus performante. En effet,
I’axe temporel et 'axe fréquentiel des spectrogrammes sont fondamentalement différents,
ce qui remet en question toute invariance de décalage le long de I’axe fréquentiel [46]. En
d’autres termes, il n’y a aucune raison pour qu’un motif exprimé sur une certaine bande
de fréquence soit répété exactement dans d’autres plages de fréquences dans les données
MER. De cette fagon, le réseau a été développé de sorte que les bandes de fréquences
soient traitées de maniere similaire a des vecteurs de caractéristiques extraits du signal.
Cette approche reconnait que chaque bande de fréquence représente un ensemble distinct

de caractéristiques, reflétant différentes facettes de la physiologie neuronale capturée par

les MER.
L’architecture SepaConvNET et les hyperparameétres proposés par Peralta et al. [46]

ont été ré-implémentés pour les travaux de ce chapitre. Le réseau, dont 1’organisation
générale est présentée en Figure 2.2, se compose de 4 blocs successifs de convolutions,
suivis d’une couche de Global Averaged Pooling le long de ’axe temporel convergeant vers

un seul neurone d’activation sigmoide.

Chaque bloc de convolution est composé d'une succession de 4 opérations (Figure 2.2
(a)). Dans l'ordre des opérations, chaque bloc commence par (1) une couche de Spatial
Drop-out avec une fréquence de 10%. L’ensemble des neurones désactivés est mis a jour de
maniére aléatoire entre chaque passage de lot. Cette couche est suivie par (2) une opération
de convolution séparable 1D. Ce type de convolution s’effectue en deux phases, illustrées

en Figure 2.3. L’utilisation de convolutions séparables réduit la quantité de parametres
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mliut Input (2400x257)
¥
( ) [ Computational Block ]
Spatial Dropout ¥
Y J 1202)(32
- l 1 [ Computational Block ]
kSf:parablf: convolution lDJ .
L4
. l \ [ Computational Block ]
RelLU 300x32
\, J ¥
l ‘ [ Computational Block ]
Max Pooling 1D 300}32
l [ Classification Block ]
output Ou;put
(a) Computational block (b) Complete network

FIGURE 2.2 — Architecture de SepaConvNet. La figure (a) présente la composition d'un
bloc de calcul. La figure (b) présente le réseau global, le bloc de classification correspon-
dant a une couche de pooling temporel suivie d’'un neurone connecté avec une activation
sigmoide.(Source : Peralta et al. [46]).

nécessaire dans le modele. Ainsi, 'architecture SepaConvNET ne contient que 16 752
poids entrainables. Au cours de la premiere étape, un noyau unidimensionnel de longueur
15 est choisi et appliqué le long de I'axe temporel, dans une convolution temporelle pour
chaque bande de fréquence, de maniere équivalente a une convolution depthwise. Cette
convolution utilise une technique de remplissage par des zéros afin de maintenir une
dimension temporelle identique a la sortie en corrigeant la taille de la dimension par I’ajout
de valeurs nulles aux extrémités du vecteur. Dans une deuxieme étape, 32 convolutions
point-wise mélangent tous les vecteurs le long de I'axe des fréquences pour chaque point
temporel, ce qui donne 32 cartes de caractéristiques a la sortie. Ainsi, la profondeur de
sortie de la convolution séparable est pilotée par une convolution matricielle d’un faible
nombre de poids, ce qui permet un entrainement plus rapide du réseau. Les couches de
sortie sont envoyées vers (3) une fonction d’activation ReLU, avant d’effectuer (4) une
opération MaxPooling 1D le long de ’axe temporel. Le dernier des 4 blocs de convolution
ne contient pas de couche de MaxzPooling, étant remplacé par la couche de Global Averaged
Pooling. Cette derniere a été configurée pour renvoyer la moyenne temporelle de chaque

carte de caractéristiques.
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F1GURE 2.3 — Convolution Séparable. La premiere convolution opére un noyau de taille
K dans l'axe des caractéristiques. Le remplissage concerne 'ajout de valeurs nulles aux
extrémités de chaque canaux, afin de respecter les mémes dimensions dans la couche
suivante. La convolution point-wise est réalisée par N noyaux différents, afin de produire
N nouveaux canaux.

Le développement de SepaConvNET représente une avancée préliminaire vers le dé-
veloppement d’un outil d’aide a la décision aligné sur les besoins cliniques. La suite de
ce chapitre aborde I’évolution de ce modele pour une application en cohérence avec les

besoins cliniques.
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2.3 Extension du réseau SepaConvNET pour I’émis-

sion de prédictions adaptatives en temps réel

Résumé de DP’article: La SCP est un traite-
ment interventionnel de la maladie de Parkin-
son qui implique le positionnement précis d’élec-
trodes de stimulation dans des structures céré-
brales profondes, telles que le NST. Bien qu’ini-
tialement positionnées par I'imagerie, un ajus-
tement peropératoire supplémentaire est néces-
saire pour localiser I’anatomie cible. L’analyse
des MER permet au neurophysiologiste qualifié
de déduire I'anatomie sous-jacente a une posi-
tion d’électrode particuliere a 1’oreille, bien que
cela soit subjectif et nécessite un haut degré
d’expertise. Diverses approches visant a faciliter
I’analyse des MER pendant la SCP sont pro-
posées dans la littérature, y compris des mé-
thodes d’apprentissage profond, qui reposent
sur une description d’entrée statique, ¢’est-a-dire
un nombre prédéfini de variables ou de taille
d’entrée. Dans cet article, nous proposons deux

approches d’apprentissage profond dynamiques
et adaptables a la complexité du signal MER,
en utilisant un temps d’écoute arbitrairement
long (en fenétres de 1 seconde), tout en four-
nissant un retour d’informations au neurophy-
siologiste quant a la certitude du modele. Nous
avons évalué cinq classificateurs différents basés
sur I’apprentissage profond qui peuvent utiliser
des MER de longueur arbitraire pour la segmen-
tation du NST. Nous avons constaté qu’une ex-
tension bayésienne utilisant les caractéristiques
de haut niveau de SepaConvNET était la plus
performante, augmentant la précision équilibrée
a 83,5%. Ce travail représente un pas en avant
dans l'intégration de I’analyse automatisée des
MER dans le flux de travail chirurgical de SCP,
par sélection et exploitation automatique des
caractéristiques disponibles dans 1’acquisition
des MER.

Une segmentation précise du NST au cours d’une intervention SCP est cruciale pour

obtenir des résultats cliniques optimaux, ce qui explique l'intérét d’automatiser cette
tache a l'aide de systemes prédictifs robustes. Récemment, les travaux de Peralta et al.
[46] ont conduit au développement d’un réseau SepaConvNET, capable de fournir une
prédiction a partir de spectrogrammes MER d’une seconde. Ce choix d’opérer sur une
courte fenétre visait a minimiser l'effet de 'utilisation d’un tel réseau au cours d’une
intervention et a améliorer potentiellement son efficacité en réduisant le temps nécessaire a
I'écoute des MER. Selon Peralta et al. [46], le choix d’utiliser des signaux d’une seconde est
un bon équilibre entre la brieveté et la capacité d’obtenir des prédictions significativement
précises.

Or, malgré les résultats robustes de 'approche SepaConvNET, ce réseau ne peut trai-
ter des signaux de taille arbitraire. Afin d’améliorer les performances de cette méthode
prédictive, nous supposons que l'extension de SepaConvNET pour une durée d’écoute

dynamique, supérieure a une seconde, pourrait permettre une meilleure intégration des
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caractéristiques temporelles, rendant ainsi le modele plus certain. Idéalement, la quantité
de MER accumulée pour étre utilisée dans le classificateur devrait s’adapter en fonction
du degré de certitude du classificateur. Cela permettrait de traiter des MER plus suc-
cincts, en ne prolongeant leur temps de traitement que si le classificateur est incertain et
si les données supplémentaires lui sont utiles. De plus, la sortie de la fonction sigmoide du
réseau ne peut pas étre interprétée comme une mesure fiable de la certitude du modele
concernant la classification en deux classes. En effet, la conception des fonctions de cotits
pour la classification encourage uniquement le réseau a converger vers des extrema de
certitude pour les classes correctes. Ce constat motive le développement d’une méthode
qui puisse intégrer le comportement du réseau dans un cadre probabiliste, et ainsi fournir

un outil plus flexible dans le cadre de I'interprétation de données complexes.

Contributions

Dans cette étude, nous proposons une extension en temps réel d’une approche de DL
pour la localisation peropératoire du NST, basée sur 'analyse MER. Cette extension vise
a améliorer les performances du modele en intégrant des informations temporelles spé-
cifiques au signal, en vue de fournir un outil d’analyse capable d’améliorer sa certitude
en analysant des périodes de temps plus longues (supérieures a 1 seconde). Pour traiter
un signal de plusieurs secondes, une approche naive consisterait a restituer pour chaque
bloc consécutif d'une seconde d’écoute une prédiction du modele prédictif. Dans cette
section, 'objectif est d’étendre le systéeme de maniere plus intelligente en assurant une
meilleure intégration des caractéristiques discriminantes pour chaque seconde analysée,
tout en reflétant le comportement du réseau dans un niveau de certitude du réseau au
fur et a mesure que I'écoute progresse. Le développement d'un tel cadre vise principale-
ment a améliorer la prise de décision de I’équipe clinique, en augmentant 'efficacité de

I'implantation des électrodes, ainsi qu’en améliorant les résultats chirurgicaux.

2.3.1 Matériel et Méthodes

Acquisition de données

Pour cette étude, les données MER ont été recueillies aupres de 57 patients atteints de
la maladie de Parkinson au cours d’une intervention chirurgicale SCP mono ou bilatérale
au London Health Sciences Center - University of Western Ontario (London, Canada).

L’acquisition des données a été réalisée en utilisant une configuration BenGun, dans la-
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quelle la trajectoire de I’électrode est avancée a travers 5 canaux (antérieur, postérieur,
médial, latéral et central). Apreés avoir estimé le point zéro a l'aide de I'IRM préopéra-
toire, les enregistrements MER ont été effectués de 10 mm a 4 mm voire 5 mm apres
I’estimation de la cible. L’enregistrement a été effectué par incréments de 1 mm a l'ex-
térieur du NST estimé en préopératoire, et par incréments de 0,5 mm & l'intérieur. Pour
chaque position, un enregistrement de 10 secondes a été échantillonné & 24 kHz (8 bits)
apres la stabilisation du signal, amplifié (gain : 10 000) et filtré numériquement (passe-
bande : 500-5 000 Hz, notch : 60 Hz) a l'aide d’une station d’enregistrement Leadpoint
5 (Medtronic). La base de données contient un total de 11 162 échantillons MER de 10
secondes. L’autorisation d’utiliser ces données est conforme a ’accord de collaboration
couvert par 'autorisation éthique DSA 109045, et a été approuvée par le comité d’éthique
de la recherche de I'université de Western Ontario (REB # 109045).

Construction de la base de données

L’acquisition des 11 162 signaux a été réalisée parallelement a leur annotation comme
étant soit dans le NST, soit en dehors, ("In"/"Out"). Cette annotation a été effectuée par
un neurochirurgien expert du Western University Hospital (London, Canada). La base
de données contient donc 8 588 signaux annotés en dehors du NST, pour 2 574 signaux
annotés comme étant a l'intérieur du NST.

Afin de fournir un ensemble de données harmonieux pour les approches d’apprentis-
sage, deux méthodes ont été utilisées pour 'équilibrage des classes. L’entrainement du
réseau SepaConvNET a été reproduit selon la procédure d’échantillonnage décrite par
Peralta et al. [46]. L’architecture permet des durées d’écoute d’une seconde et donc un
suréchantillonnage de la classe sous-représentée, ce qui permet d’équilibrer les classes et
d’augmenter le nombre de données. Trois fenétres d'une seconde ne se chevauchant pas ont
été choisies au hasard pour les signaux annotés a l'intérieur du NST, contre une fenétre
d’une seconde choisie au hasard pour les signaux annotés a I’extérieur. Nous obtenons ainsi
un ensemble de données d’entrainement composé de 7 722 signaux d’'une seconde annotés
a l'intérieur, pour 8 588 signaux d’une seconde annotés a 'extérieur. Pour I'implémen-
tation de SepaConvNET combinée a un réseau neuronal récurrent, la nécessité d’utiliser
toute la longueur du signal nous a conduit a effectuer une approche de suréchantillonnage.
Dans ce cas, les signaux étiquetés "In" ont été triplés dans la base de données d’apprentis-
sage, ce qui a permis d’obtenir le méme nombre d’observations par classe que la méthode

précédente.
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A des fins d’évaluation des performances, les données ont été divisées en un ensemble
d’entrainement et un ensemble de validation, a I'aide d'une méthode de VC. L’utilisation
de la VC k-folds a permis d’améliorer I'estimation des performances d’un réseau en divi-
sant ’ensemble de données en k sous-ensembles de données de taille égale. Au cours du
processus de séparation des données, tous les enregistrements appartenant au méme pa-
tient ont été affectés au méme fold. De cette maniere, I’évaluation des réseaux est toujours

effectuée sur des MER appartenant a plusieurs patients non connus par 'algorithme.

Pré-traitement du signal

Apres analyse de la distribution de 'amplitude des signaux, un seuil a été déterminé
afin d’éliminer tout artefact lié a la méthode d’acquisition des données. Ainsi, 'amplitude
du signal a été limitée aux valeurs du seuil [-249 :250]. Apres ce traitement, une extrac-
tion des caractéristiques a été effectuée. Cette étape est critique, car elle définit la forme
des caractéristiques proposées au classificateur, et cherche a mettre en évidence toute
information discriminant les classes présentées. Les spectrogrammes des signaux ont été
générés a l'aide d'une TFCT telle que proposée par Peralta et al. [46], avec une fenétre
de Hann de 512 échantillons et une longueur de saut de 10 échantillons. Ces parametres
ont été déterminés afin d’obtenir le meilleur compromis entre les résolutions des domaines
temporel et fréquentiel [46]. Il a été déterminé que les signaux présentaient des artefacts
sur les premiers et derniers pas de temps, qui ont été éliminés en supprimant la premiere
et la derniére demi-seconde de chaque enregistrement. A ce stade, chaque spectrogramme
représente neuf secondes de signal, soit 21 600 points temporels et 257 bandes de fré-
quences. Enfin, chaque bande de fréquence a été limitée aux H5eme et 95eme percentiles
afin d’éliminer les artefacts résiduels et les intensités ont été rééchelonnées a 1’aide d’une

normalisation min-max.

Implémentation SepaConvNET

Le réseau SepaConvNet a été mis en ceuvre conformément a la Section 2.2 en utilisant
I’entropie croisée binaire comme fonction de coiit et 'optimiseur Adam avec un taux
d’apprentissage de 0,005. L’entrainement a été réalisé sur un total de 5 époques, avec une
taille de lot de 32 échantillons.
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SepaConvINet Bayésien

Nous proposons une extension bayésienne de SepaConvNet qui suit I'équation sui-

vante :

Py (X = p) ox Py-1)(X =p) X P(fin|X =p) (2.1)

Avec les variables suivantes :

I’emplacement des électrodes comme étant dans ou en dehors du NST,
respectivement "In" et "Out"

p | les classes a distinguer, {"In", "Out"}.

la durée de MER utilisée par I'extension, qui est un nombre entier com-
pris dans Uintervalle [1;9].

la distribution de probabilité de X, compte tenu des prédictions passées
jusqu’au temps t inclus.

la probabilité que SepaConvNet génere une caractéristique au temps t
P(fw|X =p) | (représenté par fr)) conditionné par I'anatomie dont I’enregistrement
est issu : X = p.

En utilisant le théoreme de Bayes, Py)(X = p) peut étre mis a jour de maniere incré-
mentale au cours du temps, étant proportionnellement le produit de deux termes plus
simples : la prédiction du réseau bayésien au temps t — 1, et la probabilité que SepaConv-
Net génere une certaine caractéristique au temps ¢t. L’a prior: initial du modele bayésien,
P)(X = p), est défini en fonction de la proportion de la classe contenue dans la base de
données. Trois versions différentes sont proposées, qui se distinguent uniquement par la
fagon dont f(t) est défini :

e Version Bayésienne binaire (Binary Bayesian SCN) : il s’agit d’une version uti-
lisant la sortie binaire (c’est-a-dire fi;) € {'In","Out"}) de SepaConvNet, en cal-
culant P(f)|X = p) a partir d'une matrice de confusion calculée sur la base de
données de validation des signaux d’une seconde. Cette approche, qui est la plus 1é-
gere, ne comporte que 4 parametres supplémentaires par rapport au SepaConvNet
classique.

e La version bayésienne Simple GMM de SCN : cette version utilise la sortie sans
seuil de SepaConvNet, c’est-a-dire f;) € [0,1], et P(fy|X = p) est estimée a
l'aide d'un Gaussian Mizture Models (GMM), en modélisant la distribution de la

sortie pour chaque classe, avec 2 composantes gaussiennes par classe. Cette derniere
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méthode permet au processus bayésien de mieux refléter la certitude sous-jacente
de SepaConvNet pour chaque point dans le temps. Cette version sans seuil ne
comporte que 12 parametres supplémentaires en plus de SepaConvNet, ce qui en
fait une extension tres légere.

e Enfin, la version bayésienne Advanced GMM utilise le vecteur d’activation non né-
gatif de 'avant-derniere couche de SepaConvNet (contenant 32 neurones). Comme
pour la version Simple GMM, P(fu)|X = p) est estimée a I'aide d'un GMM (avec
4 composantes gaussiennes par classe). Cette approche implique 8 456 parameétres
supplémentaires par rapport au SepaConvNet normal qui, bien que plus lourd que
les extensions bayésiennes précédentes, a toujours beaucoup moins de poids qu’'un

réseau neuronal.

SepaConvNET-RNN

L’utilisation d’architectures convolutives combinant I'utilisation de couches récurrentes
entrainables a déja été décrite dans la littérature, souvent appelées réseaux convolutifs
récurrents a long terme ou Long-term Recurrent Convolutional Networks (LRCN) [74].
La Figure 2.4 illustre la version Recurrent SepaConvNet, qui integre consécutivement
chaque signal d’une seconde dans le temps, en injectant les caractéristiques détectées
dans une couche récurrente de 64 neurones. Cette couche détermine les caractéristiques a
sauvegarder du CNN a chaque pas de temps, avant de les transmettre a un seul neurone
d’activation sigmoide. Deux variantes du Recurrent SepaConuvNet ont été testées, GRU et
LSTM comme cellules du réseau. Le réseau SepaConvNet avec la couche GRU contient
35 408 poids et la couche LTSM, légerement plus complexe, augmente ce nombre a 41
616 poids. Tous les autres hyperparametres ont été fixés aux mémes valeurs que celles

utilisées dans la méthode comparative SepaConvNet originelle [46].

Meétriques et évaluation des performances

Enfin, afin d’estimer la performance moyenne d'un algorithme de classification pen-
dant la tache de localisation, il est courant de mesurer la précision selon ’'Equation 2.2.
Malgré sa simplicité, cette équation présente un inconvénient majeur lorsqu’elle est utilisée
sur un ensemble de données non équilibré. Plus précisément, la validation d’un classifi-
cateur sur des données déséquilibrées peut conduire a une surestimation de la précision

si le classificateur est biaisé en faveur d’une classe sur-représentée. Pour remédier a ce
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FIGURE 2.4 — Structure proposée de SepaConvNet récurrent utilisant LSTM comme
couche récurrente.

probleme, la métrique de Balanced ACCuracy (BACC), conformément a I'Equation 2.3,
permet de normaliser les performances d’un classificateur binaire en fonction du niveau

de représentation de chaque classe [75].

True Positive + True Negative

ACC = (2.2)

Positive + Negative

True Positive  True Negative

BACC = 1

2.3
2 Positive + Negative (23)

Les implémentations de chaque réseau ont été évaluées a ’aide d’une validation croisée
10-folds sur une base de données de 11 162 échantillons de 10 secondes pour 57 patients
atteints de la maladie de Parkinson. Les ensembles de données d’entrainement et de va-
lidation pour chaque fold ont été construits de maniere a ce que toutes les données d’un
seul patient apparaissent dans un seul fold, soit de validation, soit d’entralnement, mais
pas les deux, afin d’éviter les fuites de données (en d’autres termes, chaque fold comprend
tous les signaux de 6 ou 7 patients). Il en résulte que dix réseaux identiques sont for-

més pour chaque méthode comparative et que la performance de la méthode est estimée
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comme étant la moyenne de ces dix réseaux. Etant donné que chaque implémentation est
entrainée et évaluée sur les mémes données pour chaque fold, leurs résultats peuvent étre

directement comparés a ’aide d'un test ¢t de Student apparié.

Environnement matériel & logiciel

Les réseaux ont été entrainés sur une carte NVIDIA GTX 1080 Ti et développés avec
Keras, avec Tensorflow comme backend (Python 3.8). Les TFCT ont été réalisées avec le

module Librosa.

2.3.2 Reésultats

Les résultats pour SepaConvNet ainsi que pour ses versions bayésiennes et récurrentes
(dans les Figures 2.5 (a) et (b) respectivement) sont présentés pour deux signaux MER
différents. Il convient de noter que la sortie des SepaConvNets bayésiens peut étre di-
rectement interprétée comme une probabilité, ce qui permet de connaitre précisément le
degré de confiance des réseaux. Ce n’est pas le cas pour les SepaConvNets récurrents,
pour lesquels le lien entre les valeurs de sortie et la vraisemblance est plus ténu.

La dynamique des trois approches bayésiennes varie considérablement, comme le montre
la Figure 2.5(a). La principale motivation pour le développement d'un cadre bayésien est
I’hypothese selon laquelle la certitude du réseau est liée a la valeur de sortie exprimée par
ce dernier. Dans le graphique de droite, les sorties indépendantes consécutives de Sepa-
ConvNET convergent vers une moyenne beaucoup plus élevée, ce qui indique une sortie
moyenne plus élevée et donc un niveau de certitude élevé. Cette plus grande certitude
n’est pas reflétée par le réseau Binary Bayesian SCN, qui présente une évolution de la
prédiction identique dans les deux cas, ce qui indique qu’il est probablement inutilisable
dans un scénario clinique. Inversement, les extensions bayésiennes Simple et Advanced
GMM montrent explicitement le niveau de certitude de SepaConvNet qui differe entre les
deux signaux et adaptent leur vitesse de convergence par rapport au comportement de
SepaConvNET.

En raison de leur nature de "boite noire", il est plus difficile de déchiffrer la dyna-
mique des SepaConvNETs récurrents en fonction du temps, du fait de ’absence d’unités
intrinsequement significatives avec leur sortie. Il convient toutefois de noter qu’ils de-
vraient généralement exprimer une tendance a la hausse de certitude par rapport au

modele SepaConvNET sous-jacent, méme si leur définition n’est pas aussi nette que celle
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F1GURE 2.5 — Comportement des extensions de SepaConvNet pour 2 signaux MER pro-
venant du NST. La figure (a) présente ’évolution de la sortie du SepaConvNet bayésien
et la figure (b) celle du SepaConvNet récurrent. La sortie de SepaConvNet pour chaque
segment d'une seconde est représentée en gris clair.

des modeles bayésiens. Par conséquent, il semble que leur dynamique, avec une certaine

correspondance en des unités familieres, puisse étre utilisable dans un contexte clinique.

Les résultats quantitatifs de I’étude comparative sont présentés dans le Tableau 2.1
et les performances moyennes dans le temps dans la Figure 2.6 pour SepaConvNet et
les quatre réseaux d’extension en temps réel. Ces résultats présentent des performances
qualitatives adéquates vis-a-vis des approches utilisées. Les résultats pour SepaConvNet
étaient basés sur la moyenne de la sortie sur toutes les durées d’écoute d'une seconde
incluses dans le signal, d’ou la 1égere amélioration de la performance au fil du temps.
Le réseau SepaConvNet récurrent avec des couches GRU et LSTM a amélioré ses per-

formances au fil du temps, convergeant vers un BACC de 81,9%, ce qui est supérieur au

72



2.8. Extension du réseau SepaConvINET pour l’émission de prédictions adaptatives en temps

réel
Réseaux DL ACC Spécificité  Sensitivité BACC Min BACC
(a) SepaConvNet (SCN) 83.2+7.1% 86.0£8.4%  73.9+£5.8  80.0+5.9% 64.8%
(b) Binary Bayes. SCN 84.1+6.7% 87.5+8.1%  72.6+£6.7  80.14+5.8% 64.9%
(c) Simple GMM Bayes. SCN 80.843.9% 82.04+5.1%  77.24+10.1  79.7£5.1% 66.7%
(d) Advanced GMM Bayes. SCN  85.0+3.0% 86.4+4.8%  80.6+8.4  83.5+3.7% 72.8%
(e) LSTM SCN 84.24+2.6% 86.1+2.8%  77.8+8.6  81.9+4.4% 70.9%
(f) GRU SCN 84.24+2.3% 86.2+2.6%  77.5+9.9  81.8+4.6% 70.1%

TABLE 2.1 — Performances de classification entre ’ensemble des folds apres une durée
d’écoute totale de 9 secondes du MER. Chaque mesure est associée a 1’écart-type calculé
par la validation de I’ensemble des 10 folds de VC. Ce tableau présente les résultats globaux
de classification pour les réseaux : (a) reproduction du réseau SepaConvNET, (b) extension
bayésienne binaire de SepaConvNET, (c) extension Simple GMM Bayesian utilisant la
sortie sans seuil de SepaConvNET, (d) extension Advanced GMM Bayesian utilisant le
vecteur d’activation interne de SepaConvNET, (e)+(f) SepaConvNET récurrent, utilisant
respectivement des couches LSTM ou GRU.

BACC moyen du réseau SepaConvNet (80,0%) pour chaque segment d’une seconde. En
outre, les approches bayésiennes basées sur la modélisation GMM présentent une variation
significative de la précision en fonction de la méthodologie utilisée. D’une part, I’'approche
Advanced GMM surpasse toutes les autres méthodes, convergeant vers un BACC de 83,5%
apres 9 secondes d’écoute, et démontrant I'intérét d’utiliser une méthode probabiliste pour
une tache donnée a partir d’informations suffisamment descriptives, c’est-a-dire a partir

de vecteurs d’activation de SepaConvNet plutot que sa sortie.
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F1GURE 2.6 — BACC moyennée de validation croisée 10-folds pour SepaConvNet et ses
extensions, en fonction du temps de MER analysé en secondes.
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En revanche, 'approche bayésienne Simple GMM n’a pas dépassé les performances du
SepaConvNet original. Cette observation peut indiquer que les caractéristiques produites
en sortie de SepaConvNet n’étaient pas totalement indépendantes les unes des autres,
avec des erreurs corrélées qui ne peuvent pas étre surmontées par une approche bayé-
sienne simple. L’une des limites connues des approches bayésiennes est la dépendance
initiale a ’égard d’une distribution préalable. La moindre précision de ’extension bayé-
sienne du Simple GMM pour les signaux courts (premieres secondes d’analyse) s’explique
par le poids de I'a priori naif initial, qui biaise nécessairement les résultats en faveur
de la classe la plus courante. Ce biais initial est rapidement compensé, comme le montre
I’augmentation de la précision équilibrée pour une durée d’écoute comprise entre 1 et 2 se-
condes. Une augmentation similaire, bien que plus modeste, peut également étre observée

pour 'extension bayésienne Advanced GMM.

Comme le montre le Tableau 2.1, I’écoute complete du signal MER pendant 9 secondes
fournit la métrique BACC la plus élevée avec la méthode Advanced GMM, améliorant la
BACC jusqu’a 83,5%. Les approches récurrentes sont également plus performantes que le
SepaConvNet seul, avec un taux de précision de 81,9% pour la version LSTM. Les deux
approches bayésiennes les plus 1égeres en termes de parametres, c¢’est-a-dire les méthodes
Binary et Simple GMM, ne montrent pas d’amélioration de la précision par rapport au
réseau standard, et nous mesurons une BACC assez similaire quelle que soit la méthode

de calcul de f).

Le Tableau 2.1 montre également une augmentation de la sensibilité entre les approches
récurrentes de SepaConvNet et I'extension bayésienne sans seuil, jusqu’a 80,6%, par rap-
port & SepaConvNet seul (73,9%). Inversement, la meilleure spécificité est obtenue avec
l’approche bayésienne binaire, avec 87,5%, alors que les autres extensions ne se montrent
pas plus performantes que la baseline. En outre, la Figure 2.7 révele que, abstraction faite
du seuil de discrimination, les trois extensions de réseau les plus précises présentent un
comportement prédictif presque similaire. La Figure 2.7 (b), combinée a la Figure 2.8,
montre également que toutes les extensions tendent a améliorer la classification a mesure
que la durée d’écoute augmente. Comme pour les résultats précédents, I’approche SCN
bayésienne Advanced GMM obtient les meilleurs résultats en termes d’aire sous la courbe,
ou Area Under the Curve (AUC).

Les écarts dans les performances moyennes par patient observés entre SepaConvNET,
les deux versions récurrentes de SepaConvNET, et la version bayésienne Advanced GMM

se sont révélés statistiquement significatifs, comme le démontre un ¢-test apparié avec un
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comportement des réseaux apres l'analyse d’'une seconde, et la figure (b) apres les 9
secondes d’écoute du MER.

seuil de signification fixé a p < 0,01.

2.3.3 Discussion

L’implémentation originale de SepaConvNET a représenté une étape préliminaire dans
le développement d'un support peropératoire pour I’analyse MER, montrant que de courts
segments de signaux pouvaient étre utilisés de maniere significative pour optimiser le flux
de travail pendant I'ajustement du positionnement des électrodes SCP.

Pour la tache critique de localisation du NST pendant 'intervention SCP elle-méme,

nous voulions mettre en évidence un systeme prédictif robuste capable d’intégrer un maxi-
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FIGURE 2.8 — Area Under the Curve (AUC) de la validation croisée 10-folds en fonction
du temps de MER analysé pour SepaConvNet et ses principales extensions.

mum de caractéristiques discriminantes a partir des signaux. Cette section se concentre
donc sur l'extension du systeéme prédictif a une plage d’écoute dynamique de plusieurs
secondes de MER, en se concentrant sur la combinaison des classifications séquentielles
produites par SepaConvNET pour des signaux d’'une durée d'une seconde. Ainsi, si une
seule seconde ne suffit pas a produire une certitude suffisante dans le réseau neuronal, une
seconde supplémentaire peut étre considérée, puis une autre et ainsi de suite jusqu’a ce que
le réseau ait convergé. Nous avons étudié deux cadres généraux pour cette combinaison :
I'inférence bayésienne et 'utilisation de couches neuronales récurrentes.

La principale limite de 'approche bayésienne, qui fonctionne avec les valeurs de sortie
de SepaConvNET, est I'hypothese selon laquelle les différents segments d’une seconde
sont indépendants les uns des autres en ce qui concerne la sortie. Ce n’est pas le cas, les
résultats de SepaConvNET pour différents segments provenant du méme signal de neuf
secondes sont au contraire fortement corrélés, ce qui peut pousser les méthodes bayésiennes
a devenir de plus en plus confiantes dans une réponse incorrecte plutdt que de s’approcher
d’un juste milieu plus incertain pour ces cas.

Toutefois, cet effet a été évité par la mise en ceuvre du SepaConvNET bayésien Ad-
vanced GMDM, car ce dernier modélise la probabilité sur la distribution de ’avant-derniere
couche de SepaConvNet, c’est-a-dire un espace de 32 dimensions. L’utilisation de GMM

permet de capturer plus de variations dans le vecteur de 32 variables qu’apres la com-
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binaison linéaire faite par la sortie, cette derniere réduisant déja l'information par ses
poids. Dans le cas ou ’analyse par convolution de chaque spectrogramme d’une seconde
renvoie des caractéristiques différentes, cette méthode est capable de traduire de maniere
encore plus transparente 1’évolution du traitement du signal en termes de probabilité de

classification.

Parmi les trois sous-méthodologies mises en ceuvre, qui ne different que par 1’estimation
de la vraisemblance, il a été révélé que la version bayésienne Simple GMM reflete plus
clairement la certitude renvoyée par le réseau a chaque seconde. Du point de vue de
la mise en ceuvre clinique, cette méthode peut fournir a 1’équipe clinique la confiance
de la machine, ce qui permet d’interrompre rapidement l'acquisition du MER et donc

d’améliorer V'efficacité du flux de travail.

D’autre part, nous avons montré expérimentalement que les approches récurrentes
amélioraient de maniere significative les prédictions de SepaConvNet. L’augmentation
conséquente de la valeur de BACC grace a 'ajout de couches récurrentes a également
confirmé que des motifs discriminants pertinents peuvent étre étendus sur plus d’une se-
conde. Il s’agit également d’une amélioration potentielle par rapport aux architectures
bayésiennes Binary et Simple GMM qui ont un acces plus limité aux caractéristiques
sous-jacentes utilisées par SepaConvNet. L’extension des réseaux récurrents a la capacité
d’étendre temporellement ces caractéristiques, en déterminant des versions plus descrip-
tives que celles qui peuvent étre identifiées dans une fenétre d’une seconde. Cependant,
méme si la précision a été améliorée apres chaque seconde ajoutée a la plage d’écoute
pour l'ensemble des méthodes, c’est la méthode Advanced GMM qui montre la meilleure

qualité de prédiction, augmentant le score de BACC a 83,5%.

Dans ’ensemble, la précision de SepaConvNET a été améliorée par les méthodologies
présentées ici. Les résultats montrent que l'extension en temps réel de SepaConvNET
(qui ne traite a l'origine que des signaux d’une durée d’'une seconde) aboutit a un systéme
réactif capable d’améliorer la prédiction du réseau a chaque seconde supplémentaire de
signal. En termes d’application, le principal avantage est de réduire autant que possible
la phase de recherche du NST en réduisant au minimum nécessaire le temps d’écoute des
MER pour chaque position d'une trajectoire. Cependant, ’amélioration de la classifica-
tion des signaux apportée par les extensions bayésiennes ou récurrentes par rapport au
SepaConvNet original, bien que significative, reste relativement faible par rapport a celle
apportée par le réseau SepaConvNet. L’amélioration des performances reste donc un sujet

de réflexion légitime qui mérite d’étre approfondi a I'avenir.
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Limites et perspectives

Dans l'optique d’intégrer ce systeme prédictif dans un systeme clinique, il nous a semblé
pertinent d’orienter nos efforts dans 'amélioration de 'interface de systeme prédictif avec
I’équipe clinique afin de mieux intégrer les connaissances fournies par le modele, ainsi que
ses limites. Ce point est adressé a la section suivante (Section 2.4), ol nous proposons
une méthode d’écoute en temps réel, capable de diriger le temps d’analyse des MER selon
le comportement du modele, afin d’arréter prématurément la durée d’analyse lorsque le

niveau de certitude du modele sous-jacent le permet.
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2.4 Adaptation en temps réel du temps d’écoute : Al-

gorithme d’arrét prématuré basé sur un principe

d’incertitude

Résumé de Darticle: Objectif : La SCP
est un traitement courant pour une variété de
troubles neurologiques. Cette chirurgie implique
le placement précis d’électrodes dans une région
sous-corticale particuliere, telle que le NST. Ce
placement est souvent guidé par l'analyse au-
ditive des MER qui informe I’équipe clinique
de la région anatomique dans laquelle 1’élec-
trode est actuellement positionnée. Les tenta-
tives récentes d’automatisation ont manqué de
flexibilité en termes de quantité de signal enre-
gistré, ne permettant pas de collecter plus de
signal lorsqu’une plus grande certitude est né-
cessaire ou moins lorsque l’anatomie est sans
ambiguité. Méthodes : Nous avons développé
un algorithme simple qui enregistre la certitude
d’un réseau neuronal sous-jacent, ce qui per-
met d’interrompre la collecte de données MER

des que la certitude est suffisante. Résultats :
Nous avons montré qu’'une configuration parti-
culiere, un modele bayésien de la certitude du
réseau sous-jacent, est plus performante que les
autres et est relativement insensible a la para-
métrisation. Un examen plus approfondi montre
que ce modele permet également de classer les
signaux plus tot sans augmenter le taux d’er-
reur. Conclusion : Nous présentons un algo-
rithme simple qui enregistre la confiance d’un
réseau neuronal sous-jacent, ce qui permet de
mettre fin prématurément a la collecte de don-
nées MER lorsque la confiance est suffisante.
Cette contribution pourrait améliorer 1’efficacité
de I'implantation des électrodes SCP en rédui-
sant le temps nécessaire a l'identification des
structures anatomiques a 1’aide des MER.

Dans cette section, nous proposons une approche pour optimiser la classification auto-

matique du NST a partir du MER peropératoire, en vue d’accélérer ’analyse en réduisant
la quantité de signal MER acquis. La réduction du temps chirurgical est intuitivement
bénéfique pour I’hopital, car elle peut réduire le colit de 'intervention, le risque d’infec-
tion et le temps de récupération postopératoire du patient. Nous proposons et validons
un "algorithme d’écoute" simple pour adapter la quantité de signal MER fournie a un
modele de classification sous-jacent. Ce modele repose sur la réception du signal en petits
morceaux qui sont ensuite fournis au classificateur sous-jacent, recevant une classification
mise a jour. Si les résultats de la classification conservent un certain niveau de confiance
pendant une durée déterminée, les seuls parametres de la méthode proposée, I’algorithme
d’écoute produit une classification binaire finale, mettant ainsi fin prématurément a la
période d’écoute. En faisant varier ces deux parametres, nous avons montré comment la

précision et lefficacité peuvent étre négociées efficacement dans ce cadre et comment il
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peut largement améliorer 'efficacité du positionnement des électrodes de SCP en rédui-
sant le temps nécessaire pour collecter les signaux MER peropératoires. L’analyse de la
dynamique de 'algorithme d’écoute au fil du temps donne également un apercu de la fagon
dont les méthodes d’apprentissage automatique sous-jacentes pourraient étre améliorées

d’une maniere qui pourrait avoir un impact direct sur leur utilisation.

2.4.1 Matériel et Méthodes
Base de données MER

Les données utilisées pour cette étude sont identiques a celles utilisées pour la Section
2.3, soit une base de données de 11 162 signaux provenant de 57 patients du London
Health Institute.

Le routage des données suit également les regles proposées dans la Section 2.3, afin
d’éviter toute fuite de données et de garantir que 1’évaluation n’est effectuée que sur des
données de patients inédites. Une VC 10-folds a été effectuée sur les 57 patients. Pour
chaque répétition, 1 fold est utilisé uniquement pour I’évaluation du modele, les 9 autres
étant utilisés pour I'entrainement. La moyenne des métriques d’évaluation est ensuite cal-
culée sur ’ensemble des répétitions. Pour les folds d’entrainement, un suréchantillonnage
de la classe "In" a été utilisé pour remédier au déséquilibre des classes. Pour la validation,
les métriques ont été spécifiquement choisies pour tenir compte de ce manque d’équilibre

entre les classes.

Temps d’écoute adaptatif

L’algorithme d’écoute MER, présenté dans I’Algorithme 1, est utilisé pour déterminer
la prédiction finale d’un signal donné. Cet algorithme écoute la sortie du réseau neuronal
(P), en comptant le nombre de fois consécutives ot elle est inférieure a un seuil particulier
« (ce qui est une indication confiante que le signal provient de 'extérieur du NST) ou su-
périeure au seuil 1 — « (indication confiante que le signal provient de U'intérieur du NST).
Apres un nombre prédéterminé de ces conclusions, I'algorithme est autorisé a se terminer
prématurément par une prédiction. Dans le cas contraire, ’'algorithme renvoie "None”,
ce qui signifie qu'une durée d’écoute plus longue est toujours nécessaire. Etant donné la
nature rétrospective de cette étude, "None” est un résultat valide de cet algorithme, car
nous n’avons pas la capacité d’acquérir davantage de signaux si l'algorithme ne renvoie

aucune prédiction positive ou négative a lissue des 9 secondes d’écoute. Cependant, en
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Algorithm 1: Algorithme d’écoute des signaux MER
Data: P[t] = Py)(X =‘IN") , a € (0, 1), patience > 0
Result: Prédiction terminale : prediction € {‘None’,\OUT" ‘IN’},
Temps d’arrét : ¢ ou patience < t < length(P)
begin
prediction < ‘None’;
Ccout < 05
GcIN: < 0;
for t =1 — length(P) do

/* Si on est "certain", on incrémente le nombre de secondes
passé au-dessus/au-dessous du seuil. */
if P[t] < o then
Cout < Cour +1;
C‘IN’ < 0;
else if P[t] > 1 — « then
C‘IN’ — C‘IN’ +1;
C‘OUT’ < O;
else
‘ C‘OUT’ — 0; O‘IN’ — 0;

/* Détermine si 1’écoute peut é&tre terminée prématurément */
it C«ppy> = patience then
prediction «+ ‘OUT’;
break ;
else if C«p» = patience then
prediction < ‘IN’;

break ;
end
return prediction, t
end

utilisation clinique, I'algorithme pourrait toujours recevoir plus de signal, ce qui est sou-
vent le cas dans les régions situées le long de la limite du NST ou il est difficile, méme
pour des neurophysiologistes expérimentés, de déterminer avec certitude ’emplacement

de 'électrode.

Systéme d’évaluation

Pour chaque réseau, les termes a et de patience ont été définis en utilisant un al-
gorithme GridSearch sur des données de validation. Cette méthode d’apprentissage est

utilisée pour affiner les parametres d’'un modele prédictif, en essayant toutes les com-
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binaisons de ses parametres passés en arguments, et en associant un score de prédic-
tion a chaque combinaison. GridSearch a été utilisé pour des valeurs incrémentales de
0,025 pour a € (0,0,5), et le domaine de la patience a été décrit de la fagon suivante :

0 < patience < 9.

Métriques d’évaluation

A chaque étape, la prédiction en cours de I'Algorithme 1 est I'une des suivantes :
"None" (indiquant qu’il n’y a pas de résultat certain), "Out" (indiquant que le signal
provient de I'extérieur du NST) et "In" (indiquant que le signal provient de I'intérieur du
NST). En raison de la nature ternaire, plutét que binaire, du probléeme de classification,

quatre mesures doivent étre évaluées :

T Positi T N )
SENS — rue ‘oisztwe SPEC — rue egatwe
Positive Negative (2.4)
F N ) F Positi ’
VISS — alse .e‘gatwe FALLOUT — alse 0§ztzve
Positive Negative

La sensibilité (SENS) et la spécificité (SPEC) sont des mesures de la qualité positive,
c’est-a-dire du degré de classification correcte des signaux par le réseau, tandis que le taux
d’échec (MISS) et le taux de faux positifs (FALLOUT) sont des mesures de la qualité
négative, c’est-a-dire de la fréquence de classification erronée des signaux par le réseau.
Il convient de noter que le fait de classer un signal dans la catégorie "None" abaisse tous
ces taux, en ne classant ni correctement ni incorrectement un signal. Ainsi, pour prendre
en compte a la fois la qualité positive et la qualité négative, nous utilisons une qualité
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