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RÉSUMÉ

De nos jours, un large éventail d’ensembles de données s’avère naturellement organisés
sous forme de tenseur. En fait, les tenseurs et les outils mathématiques qui leur sont associés
sont définis au moyen de l’algèbre multilinéaire et généralisent en cela les matrices et les
outils qui leur sont associés grâce l’algèbre linéaire. Les tenseurs sont des tableaux multi-
dimensionnels qui représentent des structures de données d’ordre supérieur (à l’ordre deux,
ce sont les matrices et à l’ordre un les vecteurs). En outre, l’algèbre multilinéaire a permis
d’établir des correspondances entre différentes manières de représenter les tenseurs par le
biais des décompositions tensorielles et les sous-espaces qui forment un tenseur.

L’analyse tensorielle est de plus en plus présente dans de nombreuses applications de
traitement des signaux multidimensionnels et d’images en grandes dimensions, de sorte que
ces outils sont désormais utilisés pour résoudre de nombreux problèmes liés à l’analyse de
données multidimensionnelles. La plupart de ces applications nécessitent la combinaison de
données d’observation multidimensionnelles et de modèles mathématiques, conduisant fi-
nalement, dans de nombreux problèmes à la résolution d’un problème inverse souvent mal
posé. Ces problèmes sont ensuite bien souvent réécrits comme des problèmes d’optimisation.

Nous nous intéressons dans cette thèse à plusieurs points relatifs aux modèles basés sur
les décompositions tensorielles et le traitement des donnés multidimensionnelles. Bien que
cela ait fait l’objet de nombreux travaux de recherche, notre objectif est de fournir de nou-
veaux modèles de reconstruction exploitant certaines contraintes liées à la nature même des
données étudiées : parcimonie, rang faible, régularité, non négativité, etc. L’objectif, est éga-
lement d’introduire des modèles efficaces en termes de qualité de reconstruction et de robus-
tesse (vis à vis d’erreurs de modèle, de bruit, de données manquantes, etc) pour différentes
applications. Ceci nous amène alors à bien souvent réécrire le problème traité initialement
comme un problème d’optimisation sous différentes contraintes, afin de concevoir des algo-
rithmes spécialement adaptés aux applications que nous considérons. À cet égard, dans ce
manuscrit de thèse nous nous intéressons principalement à trois types d’applications : l’ana-
lyse des données de spectroscopie de fluorescence 3D pour la surveillance environnementale,
la complétion des images hyperspectrales, ainsi que la complétion des images couleurs.

Mots clefs : optimisation déterministe ; problèmes inverses mal posés ; tenseurs d’ordre
N; décompositions tensorielles ; décomposition Canonique Polyadique ; analyse de données
multidimensionnelles ; problèmes en grande dimension ; régularisations ; contraintes de non-
négativité ; contrainte de rang faible ; contrainte de parcimonie ; surestimation ; spectroscopie
de fluorescence ; complétion de données ; méthodes primales-duales ; méthodes proximales ;
images hyperspectrales ; images couleurs.
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ABSTRACT

Nowadays, a wide range of datasets is naturally organized in tensor form. In fact, tensors
and their specific mathematical tools are defined thanks to multi-linear algebra extending
analogously how matrices and their tools are established in linear algebra. Tensors are mul-
tidimensional arrays that model high-order data structures. In addition, multilinear algebra
is able to simultaneously show the correspondences between subspaces that form a tensor
using tensor decomposition process.

Recently, tensor analysis has been integrated into multidimensional signal processing
and highdimensional image processing applications, so these tools are used to solve many
problems related to multidimensional data analysis. Most of these applications require the
combination of multidimensional observations data and mathematical models, ultimately
leading, in many problems, to the resolution of an often ill-posed inverse problem. These
problems are often rewritten as optimization problems.

In this thesis, we are interested in several points related to models based on tensor de-
compositions and high order processing of multidimensional data. Although this has been
the subject of many research works, our objective is to provide new reconstruction models
exploiting certain constraints related to the nature of the studied data studied : parsimony,
low rank, regularity, non negativity etc., and to introduce efficient models in terms of recons-
truction quality and robustness (against model errors, noise, missing data, etc.) for different
applications. This often leads us to rewrite the problem initially treated as an optimization
problem under different constraints, in order to design algorithms specifically adapted to the
applications we will consider. For this purpose, in this work, we are mainly interested in three
types of applications : the analysis of 3D fluorescence spectroscopy data for environmental
survey, the completion of hyperspectral images and the completion of color images.

Keywords : deterministic optimization ; ill-posed inverse problems ; N-way tensors ; ten-
sor decompositions ; Canonical Polyadic Decomposition ; multidimensional data analysis ;
high dimensional problems ; regularizations ; non negativity constraints ; lowrank constraint ;
sparsity constraints ; over-factoring ; fluorescence spectroscopy ; tensor completion ; primal-
dual methods ; proximal methods ; hyperspectral images ; color images.
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INTRODUCTION GÉNÉRALE

Contexte des travaux de thèse

Dernièrement, de nombreux travaux de recherche ont permis de montrer les avantages
qu’il peut y avoir à conserver des données multidimensionnelles sous leur forme originale,
ce qui nécessite le recours à des outils et opérateurs d’algèbre multilinéaire pour pouvoir
préserver la structure des données. Cela permet ainsi d’éviter d’avoir à les réorganiser sous
forme vectorielle ou matricielle par le biais d’opérateurs de dépliement et de perdre certaines
propriétés de voisinage.

Une méthode efficace pour garder cette structure multidimensionnelle des données est de
les stocker dans un tableau à N dimensions lui-même associé à un tenseur d’ordre N (avec N
> 2). On rappelle qu’un tenseur d’ordre 1 est un vecteur et un tenseur d’ordre 2 est une ma-
trice. L’analyse tensorielle s’est donc avérée depuis quelques années une approche efficace
pour conserver les caractéristiques séparées des différents modes et préserver la structure
des données. Les décompositions tensorielles, sous toutes leurs formes, constituent un outil
très important en matière d’estimation de variables latentes. Comme cet outil est défini de
manière abstraite par le biais de l’algèbre multi-linéaire avec une très grande diversité d’al-
gorithmes pouvant en découler, il est important d’étudier leur utilité et leur pertinence dans
l’analyse des données multidimensionnelles et d’étendre leurs modèles à des conditions phy-
siques possibles.

De nombreux problèmes de traitement des données multidimensionnelles sont des pro-
blèmes inverses. Dans la plupart des cas, la résolution de ces problèmes s’avère être un pro-
blème mal posé. La technique la plus courante utilisée pour résoudre les problèmes inverses
mal posés consiste à le réécrire comme un problème d’optimisation d’un critère pénalisé ce
qui implique des fonctionnelles n’étant ni nécessairement différentiables ni nécessairement
convexes. L’objectif de cette thèse est de concevoir de nouvelles méthodes pour résoudre de
tels problèmes de d’optimisation (et bien souvent de minimisation).

Cela commence bien souvent par l’utilisation de termes de régularisation efficaces qui
visent à renforcer certaines contraintes ‘’physiques” comme la parcimonie, le rang faible, la
régularité, la non négativité, etc, dans les formulations d’optimisation. Cela passe aussi par
l’utilsation de techniques modernes d’optimisation déterministes comme les méthodes proxi-
males ou les méthodes primales-duales ce qui permettra le développement d’algorithmes ef-
ficaces et robustes, appropriés aux applications considérées dans cette thèse.

Ce contexte justifie l’orientation ou la démarche scientifique des travaux de recherche
que nous avons menés tout au long de cette thèse et qui nous a conduit à un certain nombre
de contributions d’ordre méthodologique que nous présentons rapidement dans la section
suivante.
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Contributions originales de la thèse
Les travaux présentés dans cette thèse portent sur la conception et le développement

d’algorithmes de décomposition et de traitement de données multidimensionnelles ce qui
implique des études d’ordre théorique autour des décompositions tensorielles et l’implan-
tation des algorithmes qui en résultent de même que l’étude de leurs propriétés de conver-
gence. L’objectif est de fournir de nouveaux modèles de reconstruction et de traitement pour
différentes applications en d’imagerie multidimensionnelle. Plus précisément, nous nous in-
téressons à la résolution de problèmes inverses rencontrés dans le traitement de différents
types d’ensembles d’images. Plus précisément :

1. Dans le chapitre 3, nous nous intéressons au traitement d’ensembles d’images issues
de la spectroscopie de fluorescence 3D dans le but de séparer les différents composés
présents dans les mélanges étudiés. Nous nous intéressons alors à un modèle parti-
culier de décomposition tensorielle, celui de la décomposition canonique polyadique
(CP) également connue sous le nom de Parafac ou Parallel Factor Analysis. Lorsque
la quantité de données est très importante, ce problème inverse peut devenir numéri-
quement mal posé et donc difficile à résoudre. Cela nécessite d’introduire des infor-
mations a priori sur le système, souvent sous la forme de fonctions de pénalité. Dans
notre cas, les matrices facteurs recherchées sont non négatives car elles représentent
des quantités physiques : spectres et concentrations qui sont intrinsèquement non né-
gatives. Une des difficultés qui peut se présenter est que la fonction de coût utilisée
peut être non différentiable dans certains cas. C’est la raison pour laquelle nous avons
proposé de développer un algorithme d’optimisation Primal-Dual à base de Gradient
Projeté (PDPG) pour résoudre les problèmes variationnels impliquant de telles fonc-
tions de coût. De plus, malgré son importance théorique, la plupart des approches de
la littérature, développées pour la décomposition CP sous contrainte de non négativité,
n’ont pas réellement abordé le problème de la convergence des algorithmes proposés.
En outre, la plupart des méthodes garantissant un taux de convergence nécessitent des
conditions assez restrictives pour leurs analyses théoriques. Par conséquent, il existe
toujours un vide théorique concernant le problème de l’étude du taux de convergence
sous des hypothèses relativement faibles. Par conséquent, les deux apports de notre
travail sont i) lla conception d’un nouvel algorithme nommé CP-PDPG ii) la démons-
tration de sa convergence vers l’ensemble des minimiseurs au taux O(1/k), k étant le
nombre d’itérations. Ces travaux ont fait l’objet d’un article de journal dans la revue
Springer Multidimensional Systems and Signal processing [56] et de publication dans
une conférence internationale [161].

2. Dans le chapitre 4, nous nous intéressons à un autre type de problème : celui de la
complétion ou de la reconstruction tenseurs de rang faible. L’objectif principal est de
prédire des valeurs manquantes à partir d’un petit ensemble d’observations dans des
images hyperspectrales. Les méthodes de rang faible ont connu un grand succès dans
les problèmes de complétion de tenseurs. Elles consistent à la récupération des en-
trées manquantes d’un tenseur partiellement observé. Cependant, l’utilisation du rang
faible comme seule contrainte n’est pas suffisant pour permettre une meilleure recons-
truction. Nous proposons donc d’exploiter une combinaison des caractéristiques sui-
vantes : un lissage par morceaux, une préservation des bords et une contrainte de cohé-
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rence entre bandes spectrales voisines. Par conséquent, nous suggérons d’imposer une
double régularisation aux facteurs latents impliqués dans la factorisation tensorielle
ceci afin d’assurer une meilleure reconstruction des images hyperspectrales. D’autre
part, la contrainte de rang faible est garantie en décomposant le tenseur comme le
produit tenseur-matrice mode-3 d’un tenseur et d’une matrice de faible dimension. La
préservation des détails locaux dans la reconstruction est l’un des principaux avantages
du modèle proposé. Ce travail a fait l’objet d’un article accepté dans un journal inter-
national : Journal of Signal Processing Systems.

3. Dans le dernier chapitre, nous abordons le problème des données incomplètes qui a
été à l’origine de l’apparition de plusieurs méthodes et algorithmes de complétion.
Plus particulièrement, nous nous intéressons aux problèmes de complétion des images
couleurs. Les modèles utilisant la norme nucléaire tronquée sont connus comme des
approches à faible rang très puissants, pour le cas des problèmes de la complétion ma-
tricielle et tensorielle. Cependant, les approches à faible rang sont incapables de carac-
tériser certaines informations supplémentaires présentes dans les données, telles que
les propriétés de lissage ou de la préservation de certaines caractéristiques. Nous pro-
posons une nouvelle approche de complétion tensorielle fondée cette fois sur la norme
nucléaire tronquée convexe et la variation totale non convexe. En particulier, nous dé-
veloppons un algorithme de minimisation alterné qui combine la méthode de gradient
proximal accéléré et une méthode de projection afin de résoudre notre problème d’op-
timisation suggéré. Ce travail a fait l’objet d’un article accepté dans la revue Scopus
Annals of the University of Craiova - Mathematics and Computer Science Series, mais
il n’est pas encore publié.

Organisation du manuscrit

Ce document est organisé en deux grandes parties : la première composée de deux cha-
pitres est consacrée à i) introduire la problématique traitée dans cette thèse à savoir celle
des problèmes inverses dans un contexte de traitement de signaux multidimensionnels ou
d’images qu’il s’agisse de problèmes de séparation/démixage ou de complétion/reconstruction.
Cela nous amène à présenter ii) les principales applications auxquelles nous nous sommes
intéressés ainsi que les différents types de données manipulées. Ensuite, nous introduisons
iii) les outils mathématiques nécessaires à nos développements : nous commençons par les
outils d’algèbre multilinéaire (rappels sur les tenseurs, principaux opérateurs tensoriels et
matriciels et principaux modèles et les principales décompositions tensorielles auxquels nous
nous intéressons), puis iv) nous passons aux problèmes inverses en traitement du signal et
des images et nous définissons les outils fondamentaux d’analyse et d’optimisation qui seront
utilisés dans le cadre de cette thèse pour résoudre ce type de problèmes. Nous donnons des
exemples d’algorithmes d’optimisation déterministes utilisant ces outils pour résoudre des
problèmes variationnels. Finalement, nous proposons un état de l’art de certains algorithmes
existants pour les décompositions tensorielles. Il est surtout orienté autour de la décomposi-
tion CP.

La seconde partie de ce document, composée de 3 chapitres, présente nos différentes
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contributions essentiellement théoriques mais également expérimentales sur différents types
de problèmes et sur les applications qui leur sont liées.

Dans le premier chapitre de cette partie, nous considérons le modèle de décomposition
CP d’un tenseur d’ordre N sous des contraintes de non-négativité et de parcimonie. Une
approche d’optimisation déterministe Primal-Dual est proposée ce qui conduit à un nouvel
algorithme de décomposition CP sous contrainte de non-négativité et régularisé pour des
tenseurs d’ordre N. Des simulations sont effectuées sur des données synthétiques de spectro-
scopie de fluorescence. L’étude théorique de la convergence de l’algorithme est également
réalisée. Dans le second chapitre, nous développons la méthode de minimisation proximale
alternée pour traiter un nouveau modèle de complétion des images hyperspectrales basé sur
une factorisation tensorielle et un terme de bi-régularisation. Une telle factorisation sert à
décomposer le tenseur comme le produit tenseur-matrice mode-3 d’un tenseur de faible di-
mension et une matrice de faible dimension. Le terme de bi-régularisation est gouverné par
la combinaison des propriétés de lissage par morceaux et la contrainte de cohérence entre
les bandes spectrales. L’efficacité de notre approche est illustrée sur des données réelles
d’images HSI dont une partie des entrées est manquante. Enfin, dans le dernier chapitre de
cette partie nous proposons un nouveau modèle de complétion tensorielle qui combine la
norme nucléaire tronquée et variation totale non convexe, afin de prédire les valeurs man-
quantes, bénéficier de la structure lisse et préserver les bords des images couleur. En plus,
une combinaison du gradient proximal accéléré pour l’étape convexe et un opérateur de pro-
jection pour l’étape non convexe, nous amènent à développer un algorithme de minimisation
alterné. Plusieurs simulations numériques sont réalisées et la méthode que nous proposons
est comparée à d’autres méthodes de complétion tensorielle aussi bien en terme de mesures
visuelles que quantitatives.

Enfin une conclusion générale, une annexe et une étude bibliographique complètent ce
document.
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tionaux :

▶ Karima El Qate, Mohammed El Rhabi, Abdelilah Hakim, Eric Moreau, Nadège
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▶ Karima El Qate, Mohammed El Rhabi, Abdelilah Hakim, Eric Moreau, Nadège
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Ma thèse s’intitule "Optimisation sur des problèmes de traitement de signaux multidi-
mensionnels ou d’images en grandes dimensions". D’une part, "les problèmes de traitement
de signaux multidimensionnels ou d’images en grandes dimensions" représente un vaste
domaine d’applications et d’autre part, le terme "optimisation" fait référence à un pan ma-
thématique entier. C’est pourquoi, un effort méthodologique particulier et innovant a dû être
réalisé afin de combiner ces concepts issus de disciplines différentes. C’est ainsi, que ten-
seurs, algèbre multi-linéaire et optimisation ont été utilisés pour modéliser au sein d’un cadre
assez général les différents problèmes considérés et pour pouvoir ensuite les résoudre.
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CHAPITRE 1

1.1 Présentation

L’analyse des données permet de traiter des données qui peuvent être très volumineuses
et complexes. Elle permet de dégager les aspects les plus intéressants de la structure de
celles-ci ou encore de les représenter dans un espace à dimension réduite par des techniques
de réduction de dimension par factorisation.

Nombreuses sont les applications modernes dans lesquelles nous sommes confrontés à
des données multidimensionnelles notamment dans toutes les applications d’imagerie (fluo-
rescence, optique (multi ou hyperspectrale), médicale (IRM, etc.), radar, acoustique (sonar,
sondeurs, etc.)), flux vidéo. Chaque dimension est associée à une variable le long de cette
direction.

Ainsi une image dépend de trois variables : coordonnées spatiales x et y et la longueur
d’onde λ , le flux vidéo dépend de 4 dimensions : coordonnées spatiales x et y, la longueur
d’onde λ et le temps t, les données de spectroscopie de fluorescence 3D dépendent de la
longueur d’onde d’émission de fluorescence, de la longueur d’onde d’excitation de n◦ de
réalisation, en 4D, on ajoute une dimension supplémentaire qui est le temps.

Après avoir présenté brièvement le concept fondamental de l’analyse des données multi-
dimensionnelles dans un cadre de réduction de dimension par méthodes de factoristation, les
principaux outils d’algèbre multilinéaire qui sont classiquement utilisés pour le traitement
de ces données multidimensionnelles vont être introduits. Plus particulièrement, nous rappe-
lons quelques définitions et propriétés des matrices et des tenseurs. Enfin, nous présentons
les principales décompositions tensorielles le plus couramment utilisées.

1.2 Notations et définitions de base des opérateurs tenso-
riels

1.2.1 Notations générales

Sauf mention contraire, tout au long de cette thèse les notations suivantes seront utilisées.
Les variables scalaires sont notées en lettres minuscules x, les vecteurs sont représentés par
des lettres minuscules en gras x, les matrices en lettres majuscules en gras X, et les tenseurs
sont en gras calligraphique X . Ainsi, la i-ième entrée d’un vecteur x est désignée par xi,
l’élément (i, j) d’une matrice X est désigné par xi j, et l’élément (i, j,k) d’un tenseur X
d’ordre 3 est désigné par xi jk, Le n-ième élément d’une séquence est désigné par un exposant
entre parenthèses, i.e., X(n) désigne la n-ième matrice d’une séquence.

Dans ce manuscrit, un tenseur est défini comme une application multilinéaire, qui corres-
pond à un tableau multidimensionnel. Formellement [39] on peut définir un tenseur comme
suit :

Définition 1 (Tenseur) Soit I1, I2, . . . , IN ∈N qui désignent des bornes supérieures d’indice.
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Un tenseur X ∈ RI1×I2×···×IN d’ordre N est un vecteur à N dimensions dont les éléments
xi1,i2,...,in sont indexés par in ∈ {1,2, . . . , In}, pour 1≤ n≤ N.

Le paragraphe suivant sert de compilation structurée afin d’expliquer comment le produit
extérieur (noté par ◦) de vecteurs contribue au développement d’un sous-espace tensoriel
[39].

Le produit extérieur de deux vecteurs u ∈ RI et v ∈ RJ donne une matrice X ∈ RI×J

définie comme suit :
X = u◦v (1.1)

L’équation précédente peut être réécrite sous sa forme scalaire comme suit :

xi j = uiv j (1.2)

pour tout indice i ∈ {1, . . . , I} et tout j ∈ {1, . . . ,J}. De plus, le produit extérieur de trois
vecteurs u ∈ RI , v ∈ RJ et w ∈ RK donne un tenseur X ∈ RI×J×K d’ordre trois selon la
formule suivante :

X = u◦v◦w (1.3)

De la même façon que précédemment on peut réécrire l’équation (1.3) sous sa forme scalaire
par :

xi jk = uiv jwk (1.4)

pour tout i ∈ {1, . . . , I}, j ∈ {1, . . . ,J}, et tout indice k ∈ {1, . . . ,K}.

Plus généralement, un tenseur X ∈ RI1×...×IN d’ordre N obtenu par le produit extérieur
de N vecteurs a(1) ∈ RI1, . . . ,a(N) ∈ RIN est dit de rang un,

X = a(1) ◦ . . .◦a(N)→ xi1...iN = a(1)i1 . . .a(N)
iN (1.5)

pour tout in ∈ {1, . . . , IN} et tout n ∈ {1, . . . ,N}.

Par conséquent, un tenseur est défini comme la somme des produits extérieurs d’un en-
semble des vecteurs non nuls, après avoir donné une brève présentation formelle d’un ten-
seur, nous allons maintenant rappeler quelques opérateurs matriciels, ainsi que les définitions
de certains opérateurs tensoriels intéressants pour la suite de ce manuscrit et les problèmes
auxquels nous allons nous intéresser.

1.2.2 Les opérateurs matriciels

Définition 2 (Produit de Kronecker ([39])) Soient U =
(
ui j
)
∈ RI×J et V = (vkl) ∈ RK×L

deux matrices réelles. Le produit de Kronecker des deux matrices U et V, noté par U⊗V,
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CHAPITRE 1

est une matrice de taille IK× JL définie comme suit :

U⊗V =


u11V u12V . . . u1JV
u21V u22V . . . u2JV

...
... . . . ...

uI1V uI2V . . . uIJV

 ∈ RIK×JL

Définition 3 (Produit de Khatri-Rao) Soient U= [u1,u2, . . . ,uJ]∈RI×J et V= [v1,v2, . . . ,vJ]∈
RK×J deux matrices réelles avec le même nombre de vecteurs colonnes, où u1,u2, . . . ,uJ sont
les vecteurs colonnes de U, et v1,v2, . . . ,vJ sont les vecteurs colonnes de V. Le produit de
Khatri-Rao de U et V est une matrices de taille IK × J, noté par U⊙V. Il est défini en
calculant le produit de Kronecker de leurs vecteurs colonnes correspondants comme suit :

U⊙V = [u1⊗v1,u2⊗v2, . . . ,uJ⊗vJ] ∈ RIK×J.

Définition 4 (Produit de Hadamard) Soient U ∈ RI×J et V ∈ RI×J deux matrices réelles
de même dimension. Alors, leur produit de Hadamard noté par U⊡V, est défini par :

U⊡V = (ui jvi j) ∈ RI×J

Définition 5 (Division de Hadamard) Soient U ∈ RI×J et V ∈ RI×J deux matrices réelles
de même dimension. Alors, la division de Hadamard de U par V noté par U⊘V, est définie
par :

U⊘V = (ui j/vi j) ∈ RI×J

Définition 6 (Opérateur diagonal) Soit U =
(
ui j
)
∈ RI×I une matrice carrée. L’opérateur

diagonal de U, noté par diag(U) est un vecteur colonne constitué de toutes les entrées dia-
gonales de U, i.e.

diag(U) = (u11,u22, . . . ,uII)
⊤ ∈ RI×1

Où (·)⊤ est l’opérateur de transposition.

Inversement, soit u = (u1, . . . ,uI)
⊤ ∈ RI un vecteur colonne. L’opérateur diagonal appliqué

à u, noté par Diag(u), donne une matrice diagonale dont les entrées diagonales sont les
éléments de u, i.e.

Diag(u) =

 u1 0
. . .

0 uI

 ∈ RI×I

Définition 7 (Opérateur de vectorisation) Soit U =
(
ui j
)
∈ RI×J une matrice. La vectori-

sation de U, notée par vec(U), est l’opération qui déplie les vecteurs de la matrice en une
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seule colonne de dimension IJ×1, c’est-à-dire que

vec(U) =



 u11
...

uI1


 u12

...
uI2


... u1J
...

uIJ





∈ RIJ×1

Définition 8 (Trace d’une matrice) Soit U =
(
ui j
)
∈ RI×I une matrice carrée. Alors la

trace de U, notée Trace(U) est la somme de ses éléments diagonaux, i.e., :

trace(U) =
I

∑
i=1

uii

Définition 9 (Produit scalaire de Frobenius) Soient U =
(
ui j
)
∈ RI×J,V =

(
vi j
)
∈ RI×J

deux matrices réelles de même dimensions. Le produit scalaire de U et V, noté par ⟨U,V⟩,
est défini par :

⟨U,V⟩= trace
(

UV⊤
)

1.2.3 Opérateurs tensoriels

Définition 10 (Produit externe de deux tenseurs) Soient X ∈RI1×I2×···×IN et Y ∈ RJ1×J2×···×JM

deux tenseurs. Leur produit externe est donné par :

Z =X ◦Y ∈ RI1×I2×···×IN×J1×J2×···×JM → zi1i2...iN j1 j2... jM = xi1i2...iN y j1 j2..., jM

Définition 11 (Produit tensoriel n-mode par une matrice) Soient un tenseur X ∈RI1×I2×···×IN

et une matrice U ∈ RJn×In . Alors, leurs produit suivant le n-ème mode (ou dimension) est
donné par :

Z =X ×n U ∈ RI1×I2×···×In−1×Jn×In+1×···×IN → zi1i1...in−1 jnin+1,...,iN =
In

∑
in=1

xi1i2...iN u jn,in

Plus généralement, la notation X
N
×n Un représente les produits n-mode sur les modes

7



CHAPITRE 1

(dimensions) 1 à N de X par {Un}N
n=1, c’est à dire :

X
N
×n Un =X × 1U1× 2U2×3 · · ·×N UN

Définition 12 (Les coupes d’un tenseur) Les coupes d’un tenseur sont des sections bidi-
mensionnelles (matrices) qui peuvent être générées en fixant tous les indices sauf deux.
Ainsi, étant donné un tenseur X d’ordre 3, les coupes horizontales, latérales et frontales
sont dénotées par Xi1::,X:i2:, et X::i3 , respectivement [39].

En terme d’illustration la figure 1.1 représente les trois différentes coupes d’un tenseur
d’ordre 3.

Coupe selon le mode 1 : Xi1:: Coupe selon le mode 2 : X:i2: Coupe selon le mode 3 : X::i3

FIGURE 1.1 – Les coupes d’un tenseur d’ordre 3.

Dépliements d’un tenseur :

Le dépliement d’un tenseur ou sa mise sous forme matricielle (matricization ou unfolding
en anglais) est le processus d’association des dimensions successives d’un tenseur en deux
groupes afin de les stocker dans une matrice [39]. Ainsi, pour un tenseur X ∈ RI1×I2×···×IN

la matrice de dépliement du tenseur X est noté par X(n) de dimension In× (ΠN
m=1,m̸=nIm).

A titre d’exemple, pour un tenseur X ∈ RI1×I2××I3 d’ordre trois, et comme il existe plusieurs
façons de déplier un tenseur d’ordre trois suivant l’un de ses directions, nous présentons plus
spécifiquement les 3 matrices de dépliement suivantes (parmi les 6 possibles) :

— X(1) : La matrice de dépliement suivant la première direction de taille I1× I2I3.

— X(2) : La matrice de dépliement suivant la deuxième direction de taille I2× I3I1.

— X(3) : La matrice de dépliement suivant la troisième direction de taille I3× I1I2.
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1.3 Les décompositions tensorielles

Les approches basées sur les décompositions matricielles [216] [1] (i.e, décomposition en
valeur singulière (SVD), factorisation matricielle non-négative (NMF)) sont des outils puis-
sants pour analyser les données bidimensionnelles, alors que les décompositions tensorielles
sont plus flexibles en raison d’un certain nombre d’avantages essentiels pour le traitement
des données multidimensionnelles. Cela fera l’objet des sections suivantes. En outre, dans
certaines applications pratiques, les décompositions tensorielles sont plus performantes que
les décompositions matricielles, comme le montre l’article suivant [38].

Deux décompositions multilinéaires : la décomposition de Tucker et l’analyse factorielle
parallèle (PARAFAC), également connue sous le nom de décomposition Canonique Poly-
adique (CP) font partie des factorisations tensorielles les plus étudiées de la littérature [203]
[82]. Elles sont considérées dans de nombreuses applications. Il en existe toutefois bien
d’autres : décomposition bloc terme, trains de tenseurs, tenseurs ring, ParaTuck, etc. [92]
[217] [234]. Nous présenterons donc en détail, dans le paragraphe suivant, ces deux types
de décompositions, plus exactement, nous nous attacherons à présenter leur formulation ma-
thématique. Nous expliciterons ces deux modèles (Tucker et CP) dans le cas des tenseurs
d’ordre trois puis évoquerons les questions d’unicité et leurs conditions pour ces deux dé-
compositions.

1.3.1 Formulation du modèle de décomposition de Tucker

La décomposition de Tucker est une forme assez générale de décomposition tensorielle
multilinéaire. Dans cette décomposition, un tenseur peut se décomposer à l’aide d’un ten-
seur cœur et d’un ensemble de matrices facteurs. Dans le cas où les matrices facteurs sont
orthogonales, cette décomposition peut être vue comme la généralisation de la très connue
décomposition en matrices singulières (SVD). Dans ce cas là, elle prend le nom de HOSVD
(en anglais, Higher order SVD) [45]. Mathématiquement parlant, étant donné un tenseur
X ∈ RI1×I2×···×IN , la décomposition de Tucker permet d’approximer X par un tenseur cœur
G multiplié par une matrice A(n) ∈ RIn×Rn le long de chaque mode n, n ∈ {1, . . . ,N}, comme
suit :

X ≈ G× 1A(1)× 2A(2)×3 · · ·×N A(N) = JG;A(1), . . . ,A(N)K (1.6)

Sa formulation scalaire peut être écrite comme suit,

xi1i2...iN ≈
R1

∑
r1=1

R2

∑
r2=1
· · ·

RN

∑
rN=1

gr1r2...rN a(1)i1,r1
a(2)i2,r2

. . .a(N)
iN ,rN

(1.7)

A titre d’illustration et sans perte de généralité, la figure 1.2 illustre le principe de la décom-
position de Tucker d’ordre 3.
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FIGURE 1.2 – Décomposition de Tucker

Unicité de la décomposition Tucker

Généralement, la décomposition de Tucker n’est pas unique. En effet, si l’on considère
deux tenseurs X et G de taille I1× I2×·· ·× IN , et un ensemble de N matrices A(n) de taille
In×Rn, n ∈ {1, . . . ,N} vérifiant l’approximation (1.6). Alors pour N matrices inversibles

C(n),n ∈ {1, . . . ,N} d’inverses respectifs
(

C(m)
)−1

, m ∈ {1, . . . ,N}, on a [102] :

X ≈
(
G×m C(m)

)
×m

(
A(m)

(
C(m)

)−1
)
, 1≤ m≤ N (1.8)

Certaines contraintes peuvent être imposées pour pallier le problème de la non unicité de
la décomposition. C’est le cas de l’orthogonalité qui permet de garantir que les sous espaces
engendrés par les matrices facteurs soient uniques.

1.3.2 Formulation du modèle de décomposition canonique polyadique
(CP)

L’idée de la forme polyadique d’un tenseur a été proposée par Hitchcock en 1927 [87]
[86]. Elle consiste à exprimer un tenseur comme la somme d’un nombre fini de tenseurs
de rang un. Par la suite, Cattell a proposé des idées pour l’analyse proportionnelle paral-
lèle [32]. Le concept est finalement devenu populaire après sa troisième introduction, par la
communauté psychométrique, sous la forme de CANDECOMP (décomposition canonique)
par Carroll et Chang [31] et Parafac par Harshman [82]. Kiers désigne la décomposition
CANDECOMP/Parafac comme CP dans [98]. Mocks [140] a indépendamment découvert
Parafac dans le contexte de l’imagerie cérébrale et l’a appelé le modèle de composants topo-
graphiques.
A titre d’exemple, la Figure 1.3 illustre le principe de la décomposition CP dans le cas d’un
tenseur d’ordre 3. Formellement, la décomposition CP d’un tenseur X ∈ RI1×I2×···×IN peut
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être définie par la décomposition multilinéaire suivante :

X =
R

∑
r=1

a(1)r ◦ . . .◦a(N)
r = JA(1), . . . ,A(N)K (1.9)

où a(n)r ∈ RIn , ∀n ∈ {1, . . .N}, ∀r ∈ {1, . . . ,R} sont les vecteurs facteurs impliqués dans la
décomposition. Pour tout n ∈ {1, . . . ,N} et tout r ∈ {1, . . . ,R}, la matrice A(n) = (a(n)in,r) =

[a(n)1 ,a(n)2 , . . . ,a(n)R ] ∈ RIn×R est appelée la n-ème matrice facteur de la décomposition.

FIGURE 1.3 – Décomposition CP d’un tenseur X ∈ RI1×I2×I3 d’ordre 3

Unicité de la décomposition CP

Pour commencer, notons que contrairement à la factorisation matricielle qui nécessite
d’imposer des contraintes particulières comme par exemple l’orthogonalité des matrices fac-
teurs impliquées dans la factorisation, la décomposition CP est unique sous des hypothèses
Maintenant, si nous considérons une autre décomposition CP du tenseur X avec les matrices
facteurs C(n) ∈ RIn×R, i.e., X = JC(1), . . . ,C(N)K, telle que C(n) = A(n)

Π∆n, où Π ∈ RR×R

est une matrice de permutation, et ∆n ∈ RR×R, n ∈ {1, . . . ,N} sont des matrices diagonales et
qui vérifient ∆1 . . .∆N = IR. Alors, la décomposition CP (1.9) est dite essentiellement unique.
Et ainsi, les matrices facteurs de la décomposition CP d’un tenseur connu peuvent être au
mieux estimées à une permutation et à un facteur d’échelle. Nous pouvons donc énoncer le
résultat fondamental sur l’unicité de la décomposition CP, qui a été établi pour la première
fois par Kruskal [107] pour les tenseurs d’ordre 3, puis généralisé par Sidiropoulos et Bro
[184] pour un tenseur d’ordre quelconque. Mais auparavant, il va falloir donner la définition
de la notion de rang de Kruskal d’une matrice A, noté par kA, qui est le plus grand entier
tel que tout famille de kA colonnes de A soit linéairement indépendantes [107]. Le théorème
d’unicité de la décomposition CP pour un tenseur d’ordre quelconque est donné par :

Théorème 1 Soit X ∈ RI1×I2×···×IN le tenseur donné par l’équation (1.9), où A(n) ∈ RIn×R,
avec N > 2 et R > 1, si les matrices facteurs A(n), n ∈ {1, . . . ,N} sont telles que leur rang de
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Kruskal vérifie la condition suffisante suivante

kA(1) + . . .kA(N) ≥ 2R+N−1

Alors, la décomposition CP (1.9) est essentiellement unique.

Après avoir présenté les principaux outils d’algèbre multilinéaire. Plus particulièrement, les
définition et les propriétés des matrices, ainsi que les décompositions tensorielles les plus
étudiées. Dans la section suivante, nous allons rappeler les outils principaux de l’optimisa-
tion, ainsi que différents algorithmes d’optimisation rencontrés dans la littérature.

1.4 Algorithmes d’optimisation déterministe

Les problèmes examinés en traitement du signal/image, comme dans de nombreux autres
domaines (mécanique, théorie du contrôle, chimie, etc.), peuvent souvent être réécrits comme
des problèmes d’optimisation. Cependant, les modèles sont généralement trop compliqués
pour être résolus analytiquement. Ainsi, dans les méthodes de régression [135], d’identifica-
tion de modèles et d’apprentissage automatique [48] [137], l’objectif est de réduire l’écart
entre les données observées et un modèle physique et/ou statistique des données. Les ap-
proches générales d’estimation des paramètres sont exprimées sous la forme d’un problème
d’optimisation, impliquant souvent la maximisation de la fonction de vraisemblance des don-
nées ou la maximisation de la loi a posteriori des paramètres.

Comme les problèmes d’optimisation sont très répandus, ils peuvent prendre différentes
formes et avoir différentes caractéristiques. Il n’est pas facile d’établir une catégorisation
précise de tous les problèmes d’optimisation, tant ils sont liés entre eux. Cependant, cer-
taines catégories principales peuvent être énumérées : discret/continu, avec/sans contrainte,
mono/multi-objectif, déterministe/stochastique, convexe ou non [64] [34].

En outre, l’optimisation est un problème mathématique couramment rencontré dans de
nombreuses disciplines. Il s’agit littéralement de trouver la meilleure solution possible et sou-
haitable. Les problèmes d’optimisation sont nombreux et variés. Mais les méthodes les plus
anciennes de résolution des problèmes d’optimisation requièrent bien souvent d’énormes ef-
forts de calcul et c’est tout particulièrement le cas dans le traitement des problèmes en grande
dimension. Pour traiter ce cas, de nouvelles méthodes pour la résolution de tels problèmes
d’optimisation ont été introduites dans la littérature, tout en faisant particulièrement attention
aux coûts de calculs et aux résultats théoriques de convergence [110] [111] [76] [20] [181].
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1.4.1 Introduction aux problèmes inverses en traitement de signal et
d’image

Dans la plupart des applications de traitement du signal et des images, un signal/image
observé z peut être modélisé comme la sortie d’un système, dont l’entrée est désignée par x.
Mathématiquement parlant, un système d’imagerie ou d’acquisition de signaux est un opé-
rateur T. En général, l’entrée et la sortie du système peuvent être représentés par des signaux
multidimensionnels. Il existe plusieurs façons de décrire différentes formes de l’opérateur
T, certaines catégories principales peuvent être énumérées, par exemple, l’opérateur T peut
servir à modéliser une équation différentielle, une équation intégrale, ou un modèle ma-
thématique général. Un système ou filtre l’opérateur T peut modéliser la déformation ou la
dégradation produite par le dispositif d’acquisition, par exemple, le flou dû au mouvement ou
à la turbulence atmosphérique, un masque d’acquisition dans une application d’échantillon-
nage, une erreur de quantification, et la perte en général d’informations spatiales, temporelles
ou spectrales. Il peut également modéliser le processus d’estimation des facteurs d’un mo-
dèle, ou le processus de détection dans une image. Cependant, déterminer la sortie z pour
une entrée x donnée, tout en supposant la connaissance de l’opérateur T correspond à ce que
l’on a coutume d’appeler l’estimation du modèle direct. Inversement trouver le signal/image
original inconnu (l’entrée) x pour une observation z donnée avec la connaissance de l’opé-
rateur T, correspond cette fois à la résolution d’un problème inverse. La figure 1.4 donne un
exemple de problème inverse, qui correspond à un problème de restauration d’image.

Plus précisément et mathématiquement parlant, dans un cadre discret le but principal des
problèmes inverses est de reconstruire le signal/image inconnu x∈ Rn à partir d’un ensemble
de mesures observées z ∈ Rm de la forme suivante :

z = Tx+ ε (1.10)

où T ∈ Rm×n modélise l’effet du système d’acquisition ou le canal de transmission ou l’effet
de la propagation décrit dans le paragraphe précédent, et ε représentant un bruit d’acquisition
et/ou une erreur de modèle.

Résolution des problèmes inverses

La résolution des problèmes inverses dans les applications de TS ou de TI a été l’objet
d’une longue histoire de recherche et de développement. Ces problèmes inverses sont égale-
ment connus sous le nom de problèmes de récupération, et ils sont rencontrés sous différents
noms, tels que restauration, déconvolution, inpainting, super-résolution, détection de com-
pression (CS), complétion, etc.

une fois le modèle de dégradation (ou toute autre forme de distorsion) établi, l’étape sui-
vante est la formulation de la recherche d’une solution. Il peut s’agir de la formulation d’une
fonction à optimiser en fonction des contraintes imposées par les informations a priori dont
on dispose ou de la connaissance que l’on peut avoir du système étudié.

13



CHAPITRE 1

FIGURE 1.4 – Exemple d’un problème de restauration d’image

Bien souvent, la résolution de (1.10) correspond à ce que l’on appelle un problème mal
posé [199]. L’application de la théorie de la régularisation le transforme en un problème bien
posé qui permettant de fournir des solutions significatives au problème original. Il existe un
grand nombre d’approches fournissant des solutions aux problèmes inverses de traitement
d’images et de signaux. Pour une revue de ces approches, le lecteur pourra se référer aux
références suivantes. Dans [84], deux méthodes de régularisation directe, dont la décompo-
sition en valeurs singulières tronquée [81] et les moindres carrés totale tronquée [58], ainsi
que deux méthodes de régularisation itérative, dont les moindres carrés à gradient conjugué
[11] et la décomposition QR des moindres carrés [153], sont appliquées pour la résolution
du problème inverse dans la tomographie par bioluminescence. Dans [207], les auteurs ont
appliqué conjointement trois techniques de régularisation (régularisation de Tikhonov [199],
décomposition en valeurs singulières tronquée [81] et décomposition en valeur singulière
amortie [55]) et trois méthodes de sélection des paramètres de régularisation, avec un mo-
dèle qui étudie la qualité de l’air dans le but d’identifier la meilleure combinaison de la
technique de régularisation et de la méthode de sélection des paramètres lors de l’utilisation
de la modélisation inverse pour identifier les défauts éventuels d’un inventaire des émissions
à l’échelle urbaine. Dans [80], une revue des développements récents de la méthode de la
régularisation itérative efficace pour la résolution des problèmes de reconstruction d’image
en imagerie atmosphérique a été donnée. Ainsi qu’un certain nombre de préconditionneurs
pour la minimisation de la fonction de Tikhonov correspondante a été présenté. Dans [22],
les auteurs ont présenté une nouvelle méthode pour certains problèmes linéaires discrets
mal posés. Particulièrement, l’approche proposée est basée sur une projection sur des sous-
espaces de Krylov matriciels. Ils ont appliqué leur méthode au problème de la restauration
d’une image bruitée et floue en utilisant la régularisation de Tikhonov.

La technique la plus courante utilisée pour résoudre les problèmes inverses mal posés
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consiste à résoudre un problème d’optimisation formulé de la manière suivante [148] [25]
[14] :

x̂ ∈ argmin
x∈RN

{ f (x)+g(x)} (1.11)

où f est la fonction objectif qui dépend typiquement de z et T, g est la fonction de régularisa-
tion qui incorpore certaines informations a priori sur x. En outre, la formulation de l’équation
(1.11) peut souvent faire l’objet d’une interprétation du maximum a posteriori (MAP) dans
un cadre bayésien.

Les développements récents des méthodes d’optimisation peuvent être principalement
divisés en deux grandes classes d’approches : les approches déterministes et les approches
stochastiques [33] [60] [131] [134] [57]. Dans cette thèse, nous nous concentrons unique-
ment sur les approches déterministes. Nous présentons différentes formes de modélisation
auxquelles nous nous intéressons. Les approches déterministes (par exemple, la programma-
tion linéaire, la programmation non linéaire, etc.) peuvent fournir des outils généraux pour
résoudre les problèmes d’optimisation afin d’obtenir un optimum global ou approximative-
ment global. Avec le recours croissant à la modélisation des problèmes d’optimisation dans
les applications réelles, un certain nombre de méthodes déterministes pour les problèmes
d’optimisation ont été développées. Une discussion et un examen des progrès récents dans
les approches d’optimisation déterministe vont être présentés dans le paragraphe suivant.

Les méthodes d’optimisation ont été appliquées dans différents domaines, tels que la
conception de systèmes et de bases de données [119] [175] [202], les techniques de concep-
tion et de contrôle du génie chimique [172] [61] [62], la planification des systèmes d’énergie
électriques[8], en apprentissage automatique [193], la télédétection [90], en finance [70],
et la biologie moléculaire [53]. Pour plus de littérature sur les applications ou développe-
ments réels des méthodes d’optimisation, le lecteur pourra se référer aux ouvrages suivants.
Grossmann [74] a discuté des algorithmes d’optimisation globale et leurs applications dans
la conception du génie chimique. De Leone et al. [47] ont proposé diverses applications in-
téressantes de logiciels à haute performance pour l’optimisation non linéaire. Hendrix [85] a
utilisé des techniques d’optimisation globale dans les application de la gestion de l’environ-
nement, la conception géométrique, la conception de produits robustes et l’estimation des
paramètres. Floudas et al. [65] ont étudié les approches d’optimisation dans les domaines
de la chimie computationnelle et de la biologie moléculaire. Pardalos et al. [155] ont fourni
un éventail plus complet et plus large d’approches comprenant des techniques déterministes
et heuristiques pour traiter les problèmes d’optimisation globale. Tawarmalani et Sahinidis
[196] ont fourni un traitement perspicace et complet de la convexification et de l’optimisa-
tion globale de programmation non linéaires continus et mixtes. De plus, Floudas et al. [63]
ont présenté un aperçu des progrès de la recherche en optimisation au cours de la période
1998-2003, y compris les résultats avancées déterministes en optimisation globale en pro-
grammation non linéaire et applications connexes. Mishra et al. [139] ont discuté la notion
de l’optimalité de Kuhn-Tucker, des conditions d’optimalité nécessaires et suffisantes de
Karush-Kuhn-Tucker en présence de divers types d’hypothèses de convexité généralisées.
Polak [160] a traité des conditions d’optimalité, des algorithmes et des techniques de dis-
crétisation pour les problèmes de programmation non linéaire, d’optimisation semi-infinie
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et de contrôle optimal. Il a aussi montré que l’utilisation des fonctions d’optimalité présente
plusieurs avantages, il a montré que de nombreux algorithmes d’optimisation utilisent des
directions de recherche obtenues en évaluant les fonctions d’optimalité, établissant ainsi une
relation claire entre les conditions d’optimalité et les algorithmes. Il a également prouvé que
l’établissement des conditions d’optimalité pour des problèmes qui sont très complexes, tels
que les problèmes de contrôle optimal avec des contraintes de contrôle et de trajectoire, est
beaucoup plus facile en termes de fonctions d’optimalité que de manière classique. Luen-
berger et Ye [127] ont donné une introduction autonome à la programmation linéaire, et à
la théorie de l’optimisation. La présentation de cette introduction couvrent les principaux
éléments de la théorie sous-jacente de la programmation linéaire, plusieurs algorithmes nu-
mériques les plus efficaces, ainsi que certains de ses applications spéciales importantes. Puis
a présenté la théorie de l’optimisation sans contrainte, y compris la dérivation des conditions
d’optimalité appropriées et une introduction aux algorithmes basiques, ainsi que l’explora-
tion des propriétés générales des algorithmes.

Nous allons maintenant nous intéresser aux différentes structures spécifiques de contraintes
qui peuvent être rencontrées dans un problème d’optimisation, et qui seront utilisées par la
suite. En particulier, nous nous intéressons à la propriété de parcimonie d’un vecteur, et à la
propriété de rang faible.

▶ Propriètè de parcimonie : La notion de sparsité est liée au nombre de coefficients
d’une variable multidimensionnelle porteuse d’information.

Définition 13 Un vecteur (ou une matrice) est dit k-sparse s’il ne contient que k entrées ou
composantes non nulles.

Un choix naturel pour favoriser la parcimonie de la solution est d’utiliser la pseudo-norme
l0. Par conséquent, les problèmes d’optimisation qui recherchent la parcimonie de la solu-
tion peuvent être écrits comme des problèmes d’optimisation comportant la contrainte non
convexe donnée par la pseudo-norme l0. Celle-ci est définie comme :

∥x∥0 = |{i ∈ {1, . . . ,n} : xi ̸= 0}| ≤ K, K ∈ {1, . . . ,n} (1.12)

Cependant, cette dernière conduit bien souvent à des problèmes d’optimisation très diffi-
ciles, voire impossibles à résoudre. Par conséquent, la norme l1 lui est souvent préférée et est
donc largement utilisé pour refléter une contrainte de parcimonie ou pour promouvoir une
solution parcimonieuse. Elle est définie comme :

∥x∥1 = ∑
i
|xi| (1.13)

Il existe un grand nombre de recherches portant sur l’élaboration d’algorithmes d’estimation
de signaux parcimonieux. Pour une synthèse de ces méthodes le lecteur peut se référer aux
références [178][177] [176] [97] [179] [13].

▶ Propriètè de rang faible : il arrive fréquemment que les données à analyser soient
de grandes dimensions. Cependant, elles appartiennent généralement à un sous-espace de
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dimension beaucoup plus petite que le sous-espace d’observation. Ce phénomène peut être
traduit par la structure de faible rang et donne lieu à de nombreuses recherches sur les re-
présentations de faible rang. Cela conduit à des modèles à faible rang fournissant une repré-
sentation de dimension plus petite néanmoins capable de capturer les aspects importants des
données.

Définition 14 (Rang) Le rang d’une matrice X est le nombre de vecteurs colonnes (ou
lignes) linéairement indépendants de la matrice. On le note généralement par rang(X).

Comme nous l’avons mentionné précédemment, la norme l1 est utilisée pour la relaxa-
tion convexe de la norme l0. En d’autres termes, plutôt que de minimiser le nombre d’élé-
ments non nuls dans les problèmes parcimonieux, le problème convexe tente de minimiser
la somme des amplitudes des éléments du vecteur. en ce qui concerne le rang(X) dans les
problèmes à rang faible, une alternative consiste à choisir une relaxation en remplacement
du rang. Son enveloppe convexe permet d’en obtenir une approximation convexe. Or une
approximation convexe du rang est fournie par la norme nucléaire.

Définition 15 (La norme nucléaire) Supposons que la matrice X possède r valeurs singu-
lières positives de σ1 ≥ σ2 ≥ . . . ≥ σr. La norme nucléaire de la matrice X notée ∥ · ∥∗, est
définie comme la somme de ses valeurs singulières, c’est-à-dire,

∥X∥∗ =
r

∑
i=1

σi(X) (1.14)

La résolution des problèmes impliquant unerégularisation à faible rang a attiré une atten-
tion considérable, et un grand nombre d’approches d’optimisation ont été proposées dans ce
contexte [204] [237] [49] [113] [138] [194] [79] [77].

1.4.2 Outils d’analyse variationnelle

Dans tout le reste de la section, nous considérerons que H est un espace de Hilbert
réel et supposerons que les fonctions f et g appartiennent à l’espace Γ0(H) des fonctions
convexes, propres, semi-continues inférieurement de H dans l’ensemble des nombres réels
étendus R∪{+ ∝} (en prenant parfois H= Rn).

Définition 16 (Domaine d’une fonction) Pour une fonction f : H→ R l’espace

dom f = {x ∈H | f (x)< ∞}

est appelé le domaine de la fonction f .

La question immédiate qui se pose lorsqu’on considère un problème de minimisation
est celui de l’existence d’une solution et de son unicité. La valeur optimale d’une fonction
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est donnée par infx∈Rn f (x). La question de l’existence est celle de savoir si l’inf peut être
remplacé par le min. On définit alors :

Définition 17 (Minimisateurs d’un problème de minimisation) Soit la fonction f : Rn→
R. L’espace des solutions optimales du problème de minimisation infx∈Rn f est défini par :

arg min
x∈Rn

f (x) :=
{

x̄ ∈ Rn | f (x̄) = inf
x∈Rn

f (x) and f (x̄)< ∞

}
(1.15)

Cette propriété est souvent considérée dans le contexte de l’existence des minimiseurs, ce-
pendant, elle apparaît parfois sous différents noms.

Définition 18 (Fonction propre) Une fonction f : H→ R est appelée propre si dom f ̸= ∞.

Définition 19 (Fonction coercive) La fonction f : H→ R est dite coercive, si

∥x∥→ ∞ implique f (x)→ ∞

La fonction indicatrice s’avère particulièrement intéressante pour l’optimisation. Elle est
utilisée pour traiter les problèmes d’optimisation sans/avec contrainte dans un cadre unifié.

Définition 20 (La fonction indicatrice) La fonction indicatrice associée à un ensemble non
vide S ⊂H est définie par

IS(s) =

{
0 si s ∈ S
∞ sinon

(1.16)

Définition 21 (Fonction semi continue inférieurement (s.c.i)) Une fonction propre f :H→
R est dite semi continue inférieurement en un point x̄ ∈H si

f (x̄)≤ lim inf
x→x̄

f (x) (1.17)

Notons que la fonction f est semi-continue inférieurement (s.c.i) si elle est s.c.i en tout point
x̄ ∈H.

Définition 22 Pour tout sous-espace S ⊂ Rn et tout point x ∈ Rn, la distance entre x et S
est définie et notée par :

dist(x,S) = inf{∥y−x∥;y ∈ S} (1.18)

Notons que lorsque nous disposons d’espace vide S, on a dist(x,S) = +∞ pour tout x ∈ Rn.
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▶ Analyse convexe [10]

Définition 23 (Espace convexe) Soit C un sous-ensemble de H. L’ensemble C est convexe
si

(∀λ ∈]0,1[),(∀(x,y) ∈ C2) λx+(1−λ )y ∈ C (1.19)

Définition 24 (Fonction convexe) Une fonction f : H→]− ∝,∝] est dite convexe si elle
vérifie

(∀λ ∈]0,1[),(∀(x,y) ∈ (dom)2) f (λx+(1−λ )y)≤ λ f (x)+(1−λ ) f (y) (1.20)

Définition 25 (Fonction strictement convexe) Une fonction f :H→]−∝,∝] est dite stric-
tement convexe si elle vérifie

(∀λ ∈]0,1[),(∀(x,y) ∈ (dom)2); x ̸= y =⇒ f (λx+(1−λ )y)< λ f (x)+(1−λ ) f (y)
(1.21)

Remarque 1 Si f : H→]− ∝,∝] est une fonction convexe, alors son domaine est convexe.

Le résultat suivant démontre l’importance fondamentale de la convexité dans les problèmes
de minimisation.

Proposition 1 ([10]) Soit f : H→]− ∝,∝] une fonction propre et convexe. Alors chaque
minimiseur local de la fonction f est un minimiseur.

Définition 26 (Sous-gradient, Sous-différentiel [168]) Soit f : H→]− ∝,∝] une fonction
convexe. Un vecteur t ∈H est appelé le sous-gradient en x ∈H, et noté par t ∈ ∂ f (x) si
l’inégalité de sous-gradient suivante est vérifiée :

(∀y ∈H) f (y)−⟨y−x, t⟩⩾ f (x) (1.22)

La fonction f est dite sous-différentiable en x ∈H si ∂ f (x) ̸= /0. Si la fonction est sous-
différentiable en tous les points x ∈ dom( f ), alors la fonction f est dite sous-différentiable.
Il est courant d’appeler également l’ensemble des vecteurs du sous-gradient ∂ f (x) en un
point x le sous-gradient en x. Les différentes significations seront toujours claires à partir
du contexte.

Partant de l’analyse des fonctions différentiables, nous avons une caractérisation importante
des minimiseurs, à savoir que la dérivée (le gradient) de la fonction s’annule nécessairement
en un minimum. Comme le sous-gradient est une généralisation du gradient, nous pouvons
nous attendre à une propriété analogue pour les fonctions convexes propres. Le théorème
suivant formalise cette propriété, qui est connue sous le nom de règle de Fermat.
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Théorème 2 (Règle de Fermat [10]) Soit f ∈ Γ0(H), l’ensemble des minimiseurs globaux
de f vérifie alors

argmin f = {x ∈H | 0 ∈ ∂ f (x)} (1.23)

▶ Calcul sous-différentiel

Le sous-différentiel est un outil fondamental dans l’analyse des fonctions convexes non
différentiables [167]. Dans ce paragraphe, nous discutons des propriétés des sous-différentielles,
ainsi que de la relation entre le sous-différentiel et les points critiques d’une fonction. Nous
considérerons dans cette section que H= Rn.

Définition 27 Soit f : Rn → ]− ∝,+ ∝] une fonction propre et soit x ∈ dom( f ). Le sous-
différentiel de Fréchet (ou sous-différentiel régulier) de f en x correspond à l’ensemble
suivant

∂̂ f (x) :=

{
t̂ ∈ Rn | liminf

y→x
x ̸=x

1
∥x− y∥

( f (y)− f (x)−⟨y−x, t̂⟩)⩾ 0

}
(1.24)

Si x /∈ dom( f ), alors ∂̂ f (x) = /0.

Définition 28 Le sous-différentiel (limite) de f en x correspond à l’ensemble suivant

∂ f (x) =
{

t ∈ Rn | ∃yk→ x, f (yk)→ f (x), t̂k ∈ ∂̂ f (yk)→ t,k→∝

}
(1.25)

Définition 29 Soit f : Rn→ ]−∝,+ ∝] une fonction propre. L’ensemble des points critiques
de f correspond aux zéros de ∂ f .

Proposition 2 Si f : Rn→ ]− ∝,+ ∝] est une fonction propre. Alors [10],

x ∈ argmin f =⇒ 0 ∈ ∂ f (x) (1.26)

Remarque 2 Si la fonction f : Rn → R est différentiable en x ∈ Rn, alors on a ∂ f (x) =
{∇ f (x)}.

La notion suivante est utile dans le cadre de l’analyse de la convergence des algorithmes
d’optimisation.

Définition 30 Une fonction f : H→]− ∝,∝] est dite de gradient β -Lipschitz sur un sous-
ensemble S de H, pour β > 0, si

∀(x,y) ∈ S2 ∥∇ f (x)−∇ f (y)∥ ≤ β∥x− y∥ (1.27)
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Lorsqu’une fonction f : H→]− ∝,∝] est la somme d’une fonction différentiable et d’une
fonction non différentiable, la règle de différentiation est alors donnée par la proposition
suivante

Proposition 3 Soit h : H→ R une fonction propre telle que, pour tout x∈H,h(x) = f (x)+
g(x), avec f une fonction propre et différentiable, et g une fonction propre. Nous avons
d’après [167] :

(∀x ∈ dom f ),∂h(x) = ∇ f (x)+∂g(x) (1.28)

Après avoir donné une brève introduction des outils de base de l’optimisation. Nous nous
intéressons dans le paragraphe suivant aux opérateurs proximaux, sur lesquels les méthodes
proximales sont basées, ces dernières méthodes nous fournissent un outil puissant pour sur-
monter la problématique de certaines fonctions de coût non différentiables dans les pro-
blèmes d’optimisation.

▶ Opérateurs proximaux

Ce paragraphe est consacré à la notion d’opérateur proximal fournit par Moreau [143].
L’opérateur proximal ou fonction proximale peut être vu comme une généralisation de la
projection sur un ensemble convexe pour un ensemble convexe. L’opérateur proximal est
l’un des éléments de construction clés de nombreux algorithmes d’optimisation convexe.
Cet opérateur apparaît dans différents algorithmes de minimisation tels que les méthodes
Explicite-Implicite (en anglais Forward-Backward) [37], l’algorithme primal-dual [35], l’al-
gorithme de Douglas-Rachford [51], et la méthode des directions alternées (ADMM) [23].

Définition 31 (Opérateur proximal) L’opérateur proximal d’une fonction f ∈ Γ0(H) est
l’opérateur fermement non-expansif défini par :

Proxλ f : H→H : x 7→ argmin
y∈H

(
f (y)+

1
2λ
∥x− y∥2

)
(1.29)

Exemple 1 Nous considérons ici des fonctions de la forme | · |p. Lorsque p ≥ 1, | · |p est
convexe et nous pouvons obtenir une expression explicite de l’opérateur proximal pour cer-
taines valeurs spécifiques de p. Les opérateurs résultants sont illustrés à la figure 1.5.

Si p = 1, nous avons la norme ℓ1, qui est largement utilisée en optimisation pour pro-
mouvoir la parcimonie [6], et dont l’opérateur de proximal est connu comme l’opérateur de
seuillage doux défini par :

(
∀γ ∈ R∗+

)
(∀x ∈ R) proxγ|·|p(x) = sign(x)max{|x|− γ}. (1.30)
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Si p ∈ {1,2,3,4}, alors on peut utiliser les résultats de [36] qui sont rappelés ci-dessous
pour tout γ ∈ R∗+ et tout x ∈ R :

(∀x ∈ R) proxγ|·|p(x) =



softγ(x) si p = 1,
x

1+2γ
si p = 2,

sign(x)
√

1+12γ|x|-1
6γ

si p = 3,(
t+x
8γ

)1/3
−
(

t−x
8γ

)1/3

où t =
√

x2 +1/(27γ) si p = 4.

FIGURE 1.5 – (a) Fonction | · |p pour p∈ {1,2,3,4}, (b) Opérateur proximal proxγ|·|p(x) pour
γ = 1 et p ∈ {1,2,3,4}

▶ Quelques caractéristiques des opérateurs proximaux

Une autre notation de l’opérateur proximal peut être donnée par le symbole suivant
(I+λ∂ f )−1. Calculons donc le minimiseur du problème dans sa définition au sens de la
règle de Fermat (2). On a alors :

0 ∈ ∂

(
f (x)+

1
2λ
∥x− x̄∥2

)
= ∂ f (x)+

1
λ
(x− x̄) (1.31)

Ceci peut être exprimé de manière équivalente comme

x̄ ∈ (I+λ∂ f )(x) (1.32)

L’opérateur proximal peut être vu comme une généralisation de l’opérateur de projection
sur des ensembles convexes. Considérons la fonction indicatrice IC d’un ensemble non vide,
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fermé et convexe C ⊂H. La valeur de l’opérateur proximal correspondant (I+λ IC)−1 pour
un point x̄ ∈H peut être estimée comme le minimiseur des problèmes équivalents suivants

argmin
x∈H

IC(x)+
1

2λ
∥x− x̄∥2 = argmin

x∈C

1
2λ
∥x− x̄∥2 (1.33)

Le problème (1.33) cherche à minimiser la distance quadratique par rapport à l’ensemble
convexe C. Alors ce minimiseur excite et correpond à la projection de x̄ dans l’ensemble
convexe C.

1.4.3 Algorithmes d’optimisation

D’un point de vue optimisation, le choix du bon optimum ou du bon algorithme pour un
problème donné est d’une importance cruciale. L’algorithme choisi pour une méthode d’op-
timisation dépend bien souvent du type de problème, de la qualité souhaitée des solutions,
de la ressource informatique disponible, de la limite de temps, ainsi que de la disponibilité
des implémentations de l’algorithme [226] [227]. La nature d’un algorithme détermine sou-
vent s’il est adapté à un type de problème particulier. Par exemple, les algorithmes basés
sur les méthodes de gradient, comme la méthode d’escalade (hill climbing en anglais), ne
conviennent pas à un problème d’optimisation dont la fonction objective définie est discon-
tinue. Inversement, si nous considérons un problème d’optimisation multi-critères, ou avec
une fonction objective non linéaire, les algorithmes classiques tels que l’escalade et les al-
gorithmes de descente ne conviennent pas, car il s’agit d’algorithmes de recherche locale.
Comme dans la plupart des applications, les ressources informatiques sont limitées, nous
devons obtenir de bonnes solutions (pas nécessairement les meilleures) dans un délai raison-
nable. Par conséquent, nous devons trouver un équilibre entre les ressources et la qualité de
la solution. Nous ne pouvons pas obtenir des solutions avec une qualité garantie, mais nous
nous efforçons d’obtenir des solutions de qualité du mieux que nous pouvons.

Après avoir donné une brève présentation sur le choix d’un algorithme cruciale, nous al-
lons présenter maintenant dans la section suivante les algorithmes les plus importants consi-
dérés dans les contributions de cette thèse.

▶ Les algorithmes proximaux

Les méthodes proximales désignent des algorithmes itératifs permettant de minimiser
une somme de fonctions convexes non nécessairement différentiables et pouvant faire inter-
venir des opérateurs linéaires. Cette classe d’algorithmes est basée sur les opérateurs proxi-
maux qui est une généralisation de la projection sur un ensemble convexe (comme défini ci-
dessous). La pertinence de ces algorithmes est principalement due à leurs fortes propriétés de
convergence, leur robustesse aux erreurs numériques et leur bon comportement numérique.
Dans la littérature récente relative à la restauration de signaux et d’images, de nombreux
travaux ont considéré les algorithmes proximaux afin de traiter efficacement les problèmes
incluant les représentations l1 [180], wavelet-frame [9], ou des contraintes supplémentaires
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telles que la positivité des données [210].

Nous nous intéressons dans cette partie aux problèmes d’optimisation du type suivant,

x̂ ∈ min
x∈Rn

f (x) (1.34)

L’algorithme proximal classique [166] générant une suite xk ∈ Rn s’écrit :

Algorithm 1: Algorithme du point proximal

Initialisation : x0 ∈ Rn, λk ∈]0,∝ [, pour tout k ∈ N.

for k = 0,1, . . . do
xk+1 ∈ proxλk f (xk)

En écrivant successivement la définition de l’opérateur proximal et la première condition
d’optimalité associée, on obtient une version inexacte de l’algorithme proximal :



f
(
xk+1)+ 1

2λk

∥∥xk+1−xk
∥∥2 ≤ f

(
xk)

ωk+1 ∈ ∂ f
(
xk+1) ;

λkωk+1 +xk+1−xk = 0.

(1.35)

▶ La méthode des directions alternées (ADMM)

La méthode des directions alternées (en anglais Alternating Direction Method of Multi-
pliers (ADMM)) résout des problèmes d’optimisation convexes qui peuvent être écrits sous
la forme :

minimiser
x,z

f (x)+g(z) (1.36)

s.t. Ax+Bz = c,

L’avantage de l’ADMM est le découpage qu’il fournit en minimisant le Lagrangien aug-
menté, défini par :

Lρ(x,z,w) = f (x)+g(z)+w⊤(Ax+Bz− c)+(ρ/2)∥Ax+Bz− c∥2
2 (1.37)

avec ρ > 0 un paramètre de pénalité et w est le multiplicateur de Lagrange.

ADMM consiste à l’itération des mises à jour suivantes :
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

xk+1 = argminx Lρ(x,zk,wk)

zk+1 = argminz Lρ(xk+1,z,wk)

wk+1 = wk +ρ(Axk+1 +Bzk+1− c)

(1.38)

ADMM peut être écrit sous une forme légèrement différente, qui est souvent plus pratique,
en combinant les termes linéaires et quadratiques dans le Lagrangien augmenté et en met-
tant à l’échelle la variable duale. Définissons par u une version de la mise à l’échelle des
variables duales correspondant à la contrainte d’égalité A x+B z = c, ADMM peut être ex-
primé comme suit [23] :



xk+1 = argminx f (x)+(ρ/2)∥Ax+Bzk− c+uk∥2
2

zk+1 = argminz g(z)+(ρ/2)∥Axk+1 +Bz− c+uk∥2
2

uk+1 = uk +(Axk+1 +Bzk+1− c)

(1.39)

Une revue complète de l’algorithme ADMM peut être trouvée dans [23] et les références
qui y figurent. La qualité de l’ADMM est qu’il converge sous des conditions faibles (dans le
cas convexe), tandis qu’une division astucieuse des variables en deux blocs x et z peut donner
lieu à des mises à jour très efficaces et/ou à une mise en œuvre distribuée. Des indications
quant au choix du pas optimal peuvent être trouvées dans [173].

▶ Les algorithmes primaux-duaux

Un problème d’optimisation convexe peut être couplé à un problème dual impliquant les
conjugués des fonctions apparaissant dans sa formulation. Dans ce paragraphe, nous étudions
l’interaction entre les problèmes primaux et duaux dans le contexte de la dualité de Legendre-
Fenchel (LF). Cette dernière approche conduit naturellement aux fonctions de points-selles.
Tout d’abord, nous commençons par rappeler la définition du conjugué convexe (transformée
de Legendre-Fenchel) [166] [10] d’une fonction :

Définition 32 Soit f : Rn → ]− ∝,+ ∝] une fonction propre. La conjuguée (de Legendre-
Fenchel) f ∗ : Rn→ ]− ∝,+ ∝] de la fonction f est définie par

f ∗(s) = sup
x∈Rn
{< s,x >− f (x)}, s ∈ Rn (1.40)

Géométriquement, cela signifie que nous nous intéressons à la recherche d’un point x de
la fonction f (x) tel que la pente de la droite s passant par (x, f (x)) ait un maximum d’in-
terception sur l’axe des ordonnées. Il s’agit du point de la courbe dont la pente s n’est autre
que la tangente à ce point (voir la figure 1.6). Confirmons cela par une simple considération
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d’une fonction f propre, lsc et convexe. La condition d’optimalité pour < s,x >− f (x), qui
est 0 ∈ s− ∂ f (x), implique immédiatement s ∈ ∂ f (x) . Pour une fonction f différentiable,
c’est x = ∇ f (x).

FIGURE 1.6 – La valeur de la conjuguée (de Legendre-Fenchel) f ∗ en un certain s ∈ Rn

La dualité est le principe qui consiste à examiner une fonction ou un problème sous deux
angles différents, à savoir la forme primale et la forme duale. En théorie de l’optimisation,
une compréhension approfondie d’une fonction donnée est généralement souvent nécessaire.

Exemple 2 Soit f la fonction parabolique définie par :

f (y) = y2

Le transformé de LF de f (y) pour un vecteur y n-dimensionnel est définie comme suit :

f ∗(z) = sup
y∈Rn
{yz− f (y)}

La fonction atteint le maximum lorsque

∂y
(
yz− y2)= 0

z−2y = 0

z = 2y
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Remplaçons la valeur de y dans la fonction précédente f ∗(z), on obtient :

f ∗(z) = z
z
2
−
( z

2

)2
=

1
4

z2

A titre d’illustration, la figure 1.7 illustre la parabole y2 et sa fonction conjuguée 1
4z2 qui est

aussi une parabole

FIGURE 1.7 – La parabole y2 et sa fonction conjuguée 1
4z2

Dans le paragraphe précédent, nous avons fourni une introduction à la notion de dualité,
ainsi que la définition de la fonction conjuguée. En utilisant ces deux notions, nous allons
pouvoir expliciter plus précisément les problèmes primaux-duaux. Nous nous intéressons
dans cette partie aux problèmes d’optimisation du type suivant,

x̂ ∈ min
x∈H

{ f (x)+g(Kx)}︸ ︷︷ ︸
problème

(1.41)

Où f ∈ Γ0(H), g ∈ Γ0(G) et K est un opérateur linéaire continu de H dans G. Habituelle-
ment, g(Kx) correspond au terme de régularisation et f (x) correspond au terme de fidélité.
La forme duale peut être facilement obtenue en remplaçant g(Kx) par son conjugué convexe,
à savoir

ŷ ∈max
y∈G

{ f ∗(−Ky)+g(x)}︸ ︷︷ ︸
problème dual

(1.42)

Au lieu de chercher une solution au problème primal (1.41) ou une solution au problème dual
(5.16), on cherche à trouver une solution au point selle du problème primal-dual suivant :

(x̂, ŷ) ∈ min
x∈H

max
y∈G
{ f (z)+< Kx,y >−g∗(y)}︸ ︷︷ ︸

problème primal-dual

(1.43)
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Une solution au problème primal-dual pour une paire (x̂, ŷ) satisfaisant l’inclusion suivante :{
0 ∈ ∂ f (x̂)+K∗ŷ
0 ∈ ∂g∗(ŷ)−Kx̂ (1.44)

où x̂ (resp. ŷ) est une solution au problème primal (resp. dual).

Algorithm 2: Algorithme Primal-Dual : Algorithme splitting

Entrées x0, µ0, λ , ν

for k = 0,1, . . . do

— xk+1 = argmin
x

{
f (x)+ ⟨x,K∗yk⟩+ 1

2λ
∥x−xk∥2

}
— yk+1 = argmin

y

{
g∗(y)−⟨K(2xk+1−xk) ,y⟩+ 1

2ν
∥y−yk∥

2
}

end
Sorties xk+1 et yk+1.

Ces problèmes primaux-duaux ont suscité un grand intérêt dans la littérature. Un exemple
bien connu des algorithmes primaux-duaux susmentionnés est l’algorithme de Chambolle-
Pock [35], dont les principales étapes sont décrites au niveau de l’algorithme 2. D’autres
variations de cet algorithme, conçues pour résoudre des problèmes primaux-duaux encore
plus généraux que ceux de [35], ont été proposées, par exemple dans [208], [41] et [42].

Par ailleurs, dans le chapitre 3, nous développons ces algorithmes primaux-duaux pour la
résolution d’un problème de calcul de la décomposition CP sous contrainte de non négativité.
Nous allons également étudier la convergence de l’algorithme que nous allons obtenir à partir
le développement de ces algorithmes.

1.4.4 Quelques algorithmes existants pour les décompositions tenso-
rielles

Généralement, le problème d’estimation des variables latentes impliquées dans les dé-
compositions tensorielles, telles que la décomposition CP, Tucker ou d’autres types de dé-
composition (termes-blocs, etc.), est exprimé sous forme d’un problème d’optimisation sous
contrainte. Ce qui conduit au développement de différents algorithmes selon la fonction de
coût utilisé. Dans cette section, nous nous intéressons particulièrement aux algorithmes pour
le calcul de la décomposition CP dans la littérature. L’algorithme le plus utilisé est celui
qui traite les méthodes des moindres carrés (en anglais Alternating Least Squares (ALS))
[82], qui divise la fonction de coût principale en sous-problèmes qui doivent être résolus
séparément pour chaque matrice facteur tandis que les autres facteurs sont fixes. Ces sous-
problèmes sont traités alternativement jusqu’à ce que la convergence ou un critère d’arrêt soit
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atteint. L’ALS est une méthode connue par sa rapidité, et sa simplicité à implémenter. Cepen-
dant, la convergence de l’ALS peut être lente, par exemple lorsque les colonnes d’une ou de
plusieurs matrices facteurs sont colinéaires. La prise en compte des termes de régularisation
et des contraintes, telle que la contrainte de non-négativité, de projection, donnant naissance
à de nombreuses variantes de l’algorithme ALS pour le calcul de la décomposition CP, par
exemple ALS Non-négative (NALS) [39]. Parfois, les tenseurs peuvent être de grande taille,
et le calcul de la décomposition CP par ALS en présence de contraintes qui exigent une
projection (comme la non-négativité) peut être très difficile. Dans ce cas, il serait préférable
de compresser d’abord les dimensions du tenseur pour que la décomposition CP devienne
accessible. Puis la projection est effectuée sur les matrices facteurs décompressées, et ainsi
de suite jusqu’à la convergence ou jusqu’à ce qu’un critère d’arrêt soit satisfait. L’algorithme
est appelé Projected-Compressed ALS (ProCo ALS) [40]. Le principal problème de PRoCo
ALS est qu’il n’y a aucune garantie que PRoCo ALS converge vers un minimum local de la
fonction de coût. L’algorithme lui-même est basé sur l’approximation d’un opérateur de pro-
jection, mais la performance théorique de cette approximation n’est pas claire. Une méthode
qui adapte l’ADMM aux décompositions CP, nommée Optimisation Alternée-Algorithme
des directions alternées (en anglais Alternating Optimization-Alternating Direction Method
of Multipliers (AO-ADMM)), qui a assuré une décroissance monotone de la fonction objec-
tive en utilisant une optimisation alternée (AO), et la possibilité d’incorporer des contraintes
de manière flexible à l’aide de l’ADMM. Cependant, dans [150], les auteurs signalent deux
problèmes dans l’AO-ADMM liés à l’algorithme qui nécessite une inversion de matrice, et
sa difficulté à traiter le chevauchement d’une fonction de régularisation et d’un opérateur
linéaire. D’autres algorithmes itératifs basés sur l’algorithme de descente, tels que l’algo-
rithme de gradient, Gauss-Newton, Levenberg-Marquardt, qui ont été proposé [197] [200]
[43], nous ne rappelons dans le paragraphe 1.4.4 du principe général des algorithmes de
descente pour le problème de calcul de la décomposition CP.

En outre, certains algorithmes pour le calcul de la décomposition CP en traitement des
données de spectroscopie de fluorescence 3D peuvent être trouvés : dans [171], l’algorithme
de gradient conjugué non linéaire (en anglais Non Linear Conjugate Gradient (NLCG) Op-
timisation Algorithm) a été suggéré pour résoudre ce problème. L’algorithme NLCG est
robuste à l’initialisation, au bruit et aux problèmes de surestimation du rang. Cependant,
cette méthode est très coûteuse en termes de calcul. De plus, il peut s’avérer très difficile
de régler les paramètres de régularisation. Une approche proximale à base de l’algorithme
explicite-implicite à variable métrique de coordonnées par blocs (en anglais Block Coordi-
nate Variable Metric Forward-Backward (BC-VMFB)) a été également présentée dans [210]
comme solution au problème de calcul de la décomposition CP en traitement des données
de spectroscopie de fluorescence 3D. Cette méthode déterministe offre un moyen appro-
prié pour prendre en compte les contraintes dures (par exemple, la non-négativité) et les
informations a priori (par exemple, la parcimonie, la régularité). Elle est robuste au bruit, à
l’initialisation, à la surestimation et converge rapidement. Cependant, comme pour l’algo-
rithme NLCG, ses paramètres de régularisation doivent être choisis soigneusement et sont
généralement difficiles à régler.

Dans la partie suivante nous allons donner des formes génériques de quelques algo-
rithmes susmentionnés. Nous allons donc commencer par donner la formulation du problème
de minimisation du problème de calcul de la décomposition CP non-négative.
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▶ Formulation générale du problème d’optimisation de la décomposition CP sous contrainte
de non négativité

Dans cette section nous considérons des tenseurs d’ordre N, en supposant toujours que
le rang (approximé) du tenseur est R. Le problème CP (1.9) est un problème inverse dans
lequel l’ensemble des N matrices facteurs latents A(1), . . . ,A(N) impliquées dans la factori-
sation tensorielle sont inconnues et les observations des données originales X sont données
sous la forme d’un tenseur. Pour résoudre ce problème inverse sous des contraintes de non-
négativité, nous reformulons (1.9) en un problème d’optimisation pénalisé suivant,

minimiser
A(n)∈RIn×R

+ , n∈{1,...,N}
f (A(1), . . . ,A(N))+g(A(1), . . . ,A(N)) (1.45)

Où la matrice A(n) ∈ RIn×R
+ est la n-ème matrice facteur de la décomposition à estimer.

Habituellement, f : RI1×R
+ ×·· ·×RIN×R

+ → R correspond au terme de fidélité qui représente
la différence entre le tenseur X et le tenseur reconstruit par A(1), . . . ,A(N), et g : RI1×R

+ ×
·· ·×RIN×R

+ → ]− ∝,+ ∝] correspond au terme de régularisation.
La fonction f est souvent choisie quadratique même si d’autres types de fonctions de coût
ont également été considérée (cf. thèse Xuan Vu [209]). Alors, le problème de minimisation
précédent peut être écrit comme suit : La forme duale

Soit X(n)
In,I−n

∈ RIn×I−n
+ , I−n = I1 . . . In−1In+1 . . . IN la matrice obtenue en dépliant le tenseur X

suivant la n-ème direction, n ∈ {1, . . . ,N}. Le modèle (1.9) peut être écrit sous une forme
matricielle en utilisant le produit de Khatri-Rao (défini ci-dessus (3)) comme suit :

X(n)
In,I−n

= A(n)(Z(−n)
I−n,R)

T , ∀n ∈ {1, . . . ,N} (1.46)

où (·)⊤ est l’opérateur transposé et

Z(−n)
I−n,R = A(N)⊙·· ·⊙A(n+1)⊙A(n−1)⊙ . . .A(1), ∀n ∈ {1, . . . ,N} (1.47)

Alors, une version équivalente du problème de minimisation (??) est donné par :

minimiser
A(n)∈RIn×R

+ , n∈{1,...,N}
∥ X(n)

In,I−n
−A(n)(Z(−n)

I−n,R)
T ∥2

F +g(A(1), . . . ,A(N)) (1.48)

En outre, la fonction de régularisation g : RI1×R
+ × ·· · × RIN×R

+ →]− ∝,+ ∝] est une
fonction qui incorpore certaines informations a priori sur les matrices facteurs A(n), n ∈
{1, . . . ,N} sous la forme du régularisateur g présenté dans l’équation (1.45). . Nous nous
intéressons à des g qui peuvent s’écrire sous la forme suivante :

g(A(1), . . . ,A(N)) = g1(A(1))+ · · ·+gN(A(N)) (1.49)
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Après avoir donné les formes classiques des problèmes de minimisations pour le calcul
de la décomposition CP, nous allons maintenant, sans perte de généralité et par souci de sim-
plicité, nous allons présenter quelques algorithmes dans la cas particulier de tenseur d’ordre
3.

▶ L’algorithme ALS sous contrainte de non négativité [39]

Dans l’algorithme Non-négative ALS, une itération est effectuée en résolvant les sous-
problèmes suivants :

minimiser
A(n)∈RIn×R

+

∥ X(n)
In,I−n
−A(n)(Z(−n)

I−n,R)
T ∥2

F +gn(A(n)), n ∈ {1, . . . ,3} (1.50)

Dans l’algorithmes itératif ALS, la contrainte de non-négativité est assurée à chaque itéra-
tion en projetant la valeur calculée sur l’orthant non négatif. En conséquence, chaque matrice
facteur peut être projetée sur l’orthant non négatif juste après son calcul. L’algorithme Non-
négative ALS est résumée dans la forme générique (3). Où nous notons que ΛA(n) est une
matrice diagonale de taille R×R dont les entrées diagonales sont les facteurs de normali-
sation des colonnes de la matrice facteur A(n), et Λ est un tenseur diagonal d’ordre N de
dimensions R×·· ·×R, dont ses entrées sont la diagonale de ΠN

n=1ΛA(n) . Et désignons par le
symbole † le pseudo-inverse de Moore-Penrose d’une matrice.

▶ L’algorithme d’Optimisation Alternée-Algorithme des directions alternées (AO-ADMM)
[91]

Dans [91], la technique AO-ADMM a été présentée comme un algorithme puissant et
flexible pour calculer la décomposition CP. En alternant les sous-problèmes de la matrice
facteur (d’où vient la notion "AO"), si aucune contrainte n’est imposée AO-ADMM sera
similaire à la méthode ALS. Cependant, lorsque des contraintes sont impliquées, chaque
sous-problème est résolu à l’aide de l’approche ADMM.

En partant du sous-problème d’une matrice facteur A(n) avec contrainte gn(A(n)) :

minimiser
A(n)∈RIn×R

∥ X(n)
In,I−n
−A(n)(Z(−n)

I−n,R)
T ∥2

F +gn(A(n)), n ∈ {1, . . . ,3} (1.51)

qui peut aussi s’écrire comme suit

minimiser
A(n)∈RIn×R

∥ X(n)
In,I−n
− Ā(n)

(Z(−n)
I−n,R)

T ∥2
F +gn(A(n)), (1.52)

s.t. A(n) = Ā(n)
,

Ici, ADMM sépare le sous-problème en deux perspectives principales : celle de la mise à
jour principale de la décomposition CP où Ā(n) est impliquée telle que f (Ā(n)

) =∥ X(n)
In,I−n
−
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Algorithm 3: Non-négative ALS

Entrées Tenseur X d’ordre N, un rang R.

Initialisation A(2)
0 et A(3)

0
Soit k = 0

while Le critère d’arrêt n’est pas atteint do
k←− k+1

— Mettre à jour les matrices facteurs

A(1)
k ← X(1)

[(
A(3)

k−1⊙A(2)
k−1

)⊤]†

; A(1)
k ←max

(
0,A(1)

k

)
A(2)

k ← X(2)

[(
A(3)

k−1⊙A(1)
k

)⊤]†

; A(2)
k ←max

(
0,A(2)

k

)
A(3)

k ← X(3)

[(
A(2)

k ⊙A(1)
k

)⊤]†

; A(3)
k ←max

(
0,A(3)

k

)
— Soit A(3)

k absorbant les facteurs de normalisation des colonnes de A(1)
k and A(2)

k :

A(1)
k ← A(1)

k Λ
−1
A(1);

A(2)
k ← A(2)

k Λ
−1
A(2);

A(3)
k ← A(3)

k ΛA(1)ΛA(2)

end

Sorties Normaliser les colonnes de A(3)
k : A(3)

k ← A(3)
k Λ

−1
A(3) transformer le produit

ΛA(1)ΛA(2)ΛA(3) en un tenseur diagonal Λ d’ordre 3, et retourner A(1), A(2), A(3),Λ.

Ā(n)
(Z(−n)

I−n,R)
T ∥2

F , et celle des contraintes représentées par gn(A(n)) où A(n) est impliquée. En
conséquence, en utilisant les étapes de la méthode ADMM, l’expression (1.52) est séparée
comme suit :



Ā(n)← argmin
Ā(n) f (Ā(n)

)+(1/2)∥A(n)− Ā(n)
+W∥2

2

A(n)← argminA(n) gn(A(n))+(1/2)∥A(n)− Ā(n)
+W∥2

2

W←W+A(n)− Ā(n)

(1.53)

où W est la variable duale qui mesure la proximité entre Ā(n) et A(n) à chaque itération, et
ADMM itère sur les trois mises à jour jusqu’à ce qu’un critère d’arrêt soit satisfait en fonc-
tion de W ou du nombre d’itérations.
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Dans [91], les auteurs ont remarqué que tout au long des itérations, la même matrice
(Z(−n)

I−n,R)
TX(n)

In,I−n
et la matrice inverse ((Z(−n)

I−n,R)
TZ(−n)

I−n,R+ρI)−1 sont utilisées. Par conséquent,

pour réduire les calculs, ils ont proposé de mettre en cache (Z(−n)
I−n,R)

TZ(−n)
I−n,R et la décompo-

sition de Cholesky de (Z(−n)
I−n,R)

TZ(−n)
I−n,R +ρI = LLT est calculé. Alors la forme générique de

l’algorithme AO-ADMM pour un seul sous-problème traitant la méthode ADMM est décrit
dans (4).

Algorithm 4: L’algorithme AO-ADMM

Entrées X(n)
In,I−n

,A(n),Z(−n)
I−n,R,W, P, ε , kmax.

Q = (Z(−n)
I−n,R)

TZ(−n)
I−n,R ;

ρ = trace(P)/P ;
Calculer L à partir de la décomposition de Cholesky de telle sorte que :
G+(ρ +µ)Ik = LLT

U = (Z(−n)
I−n,R)

TX(n)
In,I−n

;

répéter

— Ā(n)← (LT)−1L(F+ρ(A(n)+W)T)

— A(n)← argminA(n) gn(A(n))+(1/2)∥A(n)− Ā(n)
+W∥2

2

— W←W+A(n)− Ā(n)

— mettre à jour r et s ((se référer à [91] pour les mises à jour de r et s))

jusqu’à (r < ε et s < ε) ou (kmax > 0 et k ≥ kmax)

Sorties A(n) et W.

Une autre approche qui adapte l’ADMM au modèle de décomposition CP, a été étudiée
dans [77]. Plus particulièrement, au problème de l’estimation du rang d’un tenseur avec des
mesures bruitées. Ainsi, ils ont proposé une méthode efficace d’approximation de rang faible
pour le modèle de la décomposition CP, capable d’estimer à la fois le rang et les matrices
facteurs du tenseur à décomposer, ils commencent par surestimer le rang, puis ils minimisent
sur des normes mixtes, utilisées pour promouvoir la parcimonie des matrices facteurs. Cette
approche est robuste au problème de la surestimation du rang. Mais, parfois elle n’est pas
suffisamment robuste en présence d’un faible SNR.

▶ Méthodes à base de l’algorithme de descente [170]

Comme nous l’avons mentionné avant, ce type d’approches, a été développé pour le
problème de calcul de la décomposition CP [170]. Ces méthodes s’appuient sur des algo-
rithmes basés sur le calcul des gradients, par exemple le gradient conjugué, Gauss-Newton
(Levenberg-Marquardt et BFGS). Ces méthodes d’optimisation fournissent des outils ro-
bustes pour résoudre le problème de calcul de la décomposition CP. Un autre avantage est
la facilité d’ajuster le modèle aux informations a priori. Cependant, ce type de méthodes
présente aussi des inconvénients, comme le calcul des gradients (ou encore les matrices Hes-
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siannes, etc.) est relativement coûteux, ce qui conduit à une complexité plus élevée que les
méthodes ALS. Généralement, il est suggéré d’utiliser une fonction de coût ayant la structure
suivante :

minimiser
A(n)∈RIn×R, n∈{1,...,N}

f (A(1), . . . ,A(N))+g(A(1), . . . ,A(N)) (1.54)

où la fonction f (A(1), . . . ,A(N)) =∥X −JA(1), . . . ,A(N)K ∥2
F est donnée dans l’équation (??).

Définissons par h une fonction différentiable telle que h = f +g, et notons par ∇h la matrice
de gradient de h. Cette matrice est composée des matrices de gradient de f et de g, notées
par ∇ f et ∇g respectivement, soit

∇h = ∇ f +∇g (1.55)

Soit x le vecteur de taille Q×1, Q=R∑
N
n=1 IN contenant toutes les matrices facteurs empilées

en une seule colonne. De même, soit z le vecteur contenant les matrices de gradient disposées
de la même manière. Les vecteurs correspondants x et z sont alors définis par :

xk =


vec
{

A(1)
k

}
...

vec
{

A(N)
k

}
 ; zk =


vec
{

∇A(1)h
(

A(1)
k , . . . ,A(N)

k

)}
...

vec
{

∇A(N)h
(

A(1)
k , . . . ,A(N)

k

)}
 . (1.56)

Les méthodes à base de l’algorithme de descente consiste à la mise à jour du vecteur x donné
dans l’équation précédente à chaque itération k :

xk+1 = xk +µkzk (1.57)

où k ∈ {1, . . . ,kmax} et kmax est le nombre total d’itérations, et µk, k ∈ {1, . . . ,kmax} est un
pas d’adaptation scalaire. Un pseudo-code résumant les principales étapes est donné en al-
gorithme 5.

Algorithm 5: Algorithme de descente

Entrées X ∈ RI1×...×IN , le nombre total d’itération kmax

Initialisation Le vecteur x0 ∈ RQ×1

Calculer z0 ∈ RQ×1

for k = 0,1, . . . ,kmax do

— Calculer le pas µk

— Mettre à jour xk+1 = xk +µkzk

— Calculer z à l’itération k+1.

end
Sorties Le vecteur xkmax .
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1.5 Conclusion

Dans ce chapitre, nous avons fourni une brève description de la littérature des pro-
blèmes inverses dans le contexte de traitement de signaux multidimensionnels ou d’images
en grandes dimensions. Nous avons commencé par les outils mathématiques nécessaires.
Plus particulièrement, les outils d’algèbre multilinéaire (rappels sur les tenseurs, les princi-
paux opérateurs tensoriels et matriciels et les principales décompositions tensorielles aux-
quels nous nous intéressons), puis nous avons défini les outils fondamentaux d’analyse et
d’optimisation utilisés dans le cadre de notre thèse. Nous avons donné des exemples d’algo-
rithmes d’optimisation déterministes utilisant ces outils pour résoudre des problèmes varia-
tionnels. Finalement, nous avons proposé un état de l’art de certains algorithmes existants
pour les décompositions tensorielles. Il est surtout orienté autour de la décomposition CP.
Dans le chapitre suivant, nous allons présenter les principales applications auxquelles nous
nous sommes intéressés ainsi que les différents types de données manipulées.
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CHAPITRE 2

LES APPLICATIONS VISÉES AVEC LA PRÉ-
SENTATION DES DONNÉES À TRAITER DANS

CHACUNE DES APPLICATIONS

2.1 L’analyse des données de spectroscopie de fluorescence 3D . . . . . 38
2.2 Récupération des tenseurs à faible rang . . . . . . . . . . . . . . . 39
2.3 Quelques exemples d’images multidimensionnelles . . . . . . . . . 41
2.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

En général, l’analyse multidimensionnelle trouve des applications dans de nombreux do-
maines tels que la robotique et la vision par ordinateur, la vision industrielle, l’imagerie
acoustique, optique, la télédétection, le génie biomédical, l’analyse de données environne-
mentales, les systèmes de recommandations, la géophysique interne ou externe, etc. [5] [24]
[106] [67] [7] [96].

Elle concerne toute application qui nécessite l’étude d’images en grandes dimensions
ou des représentations de données multidimensionnelles acquises selon plusieurs modalités.
Dans cette thèse, nous nous focaliserons principalement sur trois applications : la spectro-
scopie de fluorescence 3D, la télédétection et plus spécifiquement la complétion des images
hyperspectrales, et enfin la complétion des images couleurs.
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2.1 L’analyse des données de spectroscopie de fluorescence
3D

Dans plusieurs domaines tels que la chimie analytique, l’analyse alimentaire et l’analyse
environnementale, la spectroscopie de fluorescence est fréquemment utilisée [109]. Il s’agit
d’une technique non destructive très sensible qui permet d’accéder à des informations qua-
litatives et quantitatives sur un large éventail de substances chimiques. La spectroscopie est
l’étude de la matière utilisant le rayonnement électromagnétique. Par ailleurs, le phénomène
de fluorescence est un type de méthode de luminescence moléculaire. Lorsqu’une onde élec-
tromagnétique provenant d’une source lumineuse excite une molécule organique donnée.
Une partie de l’énergie électromagnétique peut être absorbée par cette molécule, ce qui pro-
voque son excitation. La molécule excitée peut alors émettre une onde électromagnétique
avec une énergie inférieure à celle reçue avant de revenir à son état fondamental. Ce proces-
sus est ce qu’on appelle le phénomène de spectroscopie de fluorescence. En outre, une telle
molécule est appelée fluorophore si l’onde électromagnétique est émise dans le domaine du
visible.

En revanche, chaque solution que l’on cherche à étudier contient généralement un mé-
lange de plusieurs fluorophores dont on cherche à estimer les spectres d’émission, d’exci-
tation et les concentrations. Pour ce faire on utilise des instruments appelés spectrofluori-
mètre. Les spectres d’excitation et d’émission sont deux types de spectres de fluorescence.
Le principe de mesure de ces spectres peut être décrit comme suit : pour obtenir un spectre
d’émission, le spectrofluorimètre traditionnel utilise une seule longueur d’onde d’excitation
et évalue l’intensité de la lumière émise à plusieurs longueurs d’onde d’émission (de manière
réciproque, un monochromateur d’émission est utilisé pour mesurer un spectre d’excitation
à une seule longueur d’onde d’émission de fluorescence). Exciter une solution contenant des
fluorophores à l’aide d’une longueur d’onde incidente permet de mesurer un spectre émis en
retour par fluorescence.

En balayant un ensemble de N longueurs d’onde d’excitation, on peut alors construire une
matrice qu’on appelle matrice d’Emission d’Excitation de fluorescence (MEEF ou FEEM
en anglais pour Fluorescence Emission Excitation Matrix). Elle correspond aux spectres de
luminescence totale encore appelés “spectroscopie de fluorescence 3D”. L’image de fluores-
cence résultante provient donc de la combinaison d’un mélange de plusieurs fluorophores
présents dans l’échantillon considéré (voir Figure 2.1). Pour plus de détails, le lecteur peut
consulter [126] [233], ainsi que les références qui y figurent.
Comme indiqué précédemment, dans ce type d’application, nous nous intéressons à des solu-
tions dans lesquelles généralement différents fluorophores sont mélangés. Notre objectif est
alors de parvenir à retrouver la composition du mélange c’est-à-dire séparer puis identifier
chacun des fluorophores présent de même que sa proportion dans le mélange étudié [188]
[190] [171].

La relation entre l’intensité de fluorescence, la longueur d’onde d’excitation, et la lon-
gueur d’onde d’émission est exprimée par la loi de Beer-Lambert. Pour de faibles concentra-
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FIGURE 2.1 – Principe de spectroscopie de fluorescence 3D

tions, cette loi peut être linéarisée, et s’écrit alors :

I(λe,λ f ) = I0γ(λ f )ε(λe)c (2.1)

où I0 est une constante. λe est la longueur d’onde dite d’excitation, c’est à dire celle trans-
mise à l’échantillon lors de l’éclairement. λ f est la longueur d’onde d’émission. ε est le
spectre d’excitation relatif. γ est le spectre d’émission relatif. c représente la concentration
du composé organique.

Quand plusieurs composés sont présents dans une solution, cette loi est modifiée comme
suit :

I(λe,λ f ) = I0

R

∑
r=1

γr(λ f )εr(λe)cr (2.2)

Ici, r est l’indice du composé considéré.

On peut également étendre cette relation en ajoutant une dimension temporelle supplé-
mentaire (ou spatiale). En effet, si on dispose de plusieurs échantillons d’eau prélevés à
différents moments ou à différents endroits, le spectre 3D est alors défini comme :

I(λe,λ f ,k) = I0

R

∑
r=1

γk,r(λ f )εk,r(λe)ck,r (2.3)

avec k représentant le numéro de l’échantillon.

2.2 Récupération des tenseurs à faible rang

Le problème de la récupération des tenseurs de rang faible (en anglais low-rank tensor
recovery (LRTR)) a récemment été proposé [73] [72] [15] comme une extension logique de
l’acquisition comprimée (en anglais compressed sensing (CS)) [30] [50] et du problème de
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la récupération de matrices de rang faible. L’objectif dans ce type de problème est d’estimer
des tenseurs d’ordre supérieur à partir d’un nombre limité de mesures linéaires. La complé-
tion des tenseurs de rang faible (en anglais low-rank tensor recovery (LRTC)) est une forme
particulière de LRTR qui se concentre sur la récupération des entrées manquantes d’un ten-
seur partiellement observé. Elle est utilisée dans diverses disciplines où les modèles à faible
rang peuvent être souvent utilisés pour approximer les tenseurs mesurés, comme la vision
par ordinateur [120] [220], l’imagerie hyperspectrale [69] [186], et le traitement des données
sismiques [105].

▶ Formulation du problème LRTR

Soit Y ∈ RI1×I2×···×IN (voir définition (1)) un tenseur d’intérêt inconnu et soit A un
opérateur de mesure linéaire de RI1×I2×···×IN dans lui même. Étant donné F = A (Y) et en
supposant que Y appartient à un ensemble de tenseurs parcimonieux S, le but du problème
de LRTR est de récupérer Y à partir de F . Généralement, le problème de minimisation de
faible rang pour la récupération des tenseurs est formulé par le problème suivant :

min
Y

∥A (Y)−F∥2
F

sous la contrainte de rang(Y) = r
(2.4)

Comme mentionné avant, une particularité importante du problème précédent est lorsque A
est un opérateur d’échantillonnage. Le problème considéré est alors celui de la complétion
tensorielle de faible rang (En anglais Low-rank Tensor Completion (LRTC)). Les méthodes
de LRTC peuvent être vues comme une généralisation des problèmes de la complétion ma-
tricielle de rang bas [29] [128] [162], qui ont connu un grand succès dans un certain nombre
d’applications. Cependant, il a été montré dans [121] que pour compléter des tenseurs, les
algorithmes de complétion basés sur les tenseurs sont plus efficaces que ceux basés sur des
matrices.
Les modèles LRTC sont utilisés dans de nombreuses applications, y compris la vision par
ordinateur et le graphisme, le traitement du signal et l’apprentissage automatique [121] [185]
[187] [69] [195] [220]. L’objective principale des méthodes LRTC est de remplir ou restau-
rer une région manquante ou endommagée d’une image de manière cohérente [17] [103]
[104]. Dans ce contexte, nous utiliserons la définition de l’opérateur de projection de Y sur
l’ensemble observé Ω, qui est défini par :

PΩ(Y) =

{
Yi1,i2,...,in si (i1, i2, . . . , in) ∈Ω

0 sinon (2.5)

La formulation mathématique générale du problème de la complétion tensorielle à faible
rang est donnée par :

minY rang(Y)
sous la contrainte de PΩ(Y) =F (2.6)

où F est le tenseur observé. Essentiellement, dans les méthodes de LRTR, on souhaite ex-
ploiter une faible dimensionnalité conjointement le long de plusieurs modes du tenseur d’in-
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térêt afin de le reconstruire à partir d’un petit nombre de mesures/observations. Dans la suite
de ce manuscrit, nous nous intéressons particulièrement aux problèmes LRTC, dans lesquels
le choix de la notion de rang impliqué dans le problème de minimisation est l’aspect central
du problème LRTC.

2.3 Quelques exemples d’images multidimensionnelles

Le traitement des informations structurelles latentes de données multidimensionnelles a
suscité engouement important en terme de travaux de recherche dans différentes applications.
Cependant, numériquement, ces informations peuvent être stockées sous différentes formes
selon le type d’image considérée et le type d’application visée. Par exemple, une image
peut être en couleur (dans le système de représentation à trois bandes RGB ou dans un
autre système), elle peut être multispectrale (entre 4 et 10 bandes), hyperspectrale (au-delà
de 10 bandes), etc. (voir le tableau 2.1). Et une application peut être la détection d’objets,
l’analyse de scènes dynamiques, la séparation aveugle de source, la reconstruction 3D par
tomographie, et le domaine d’application peut être la géophysique interne (sismique), ou
externe (télédétection), la robotique autonome, etc.

A titre d’exemple, comme illustré au niveau de la Figure 2.2, une image multispectrale
qualifie une image dotée de plusieurs bandes. Une image couleur classique est typiquement
multispectrale avec seulement trois bandes, et les images hyperspectrales (HSI) sont des
images pour lesquelles nous disposons de centaines, voire des milliers d’images couvrant
une large gamme de longueur d’ondes (spectre quasi continu).

FIGURE 2.2 – Exemples typiques d’images, de gauche à droite : Image en niveaux de gris,
Image sur 3 niveaux de couleur ici RGB, Image Multispectrale, et enfin Image Hyperspec-
trale.

L’imagerie hyperspectrale s’est révélée très prometteuse dans le domaine de la télédétec-
tion, notamment pour l’observation de la Terre (ou de la mer en petit fond <15m – bordure
du littoral) avec une présence croissante dans des applications terrestres : étude des maladies
des plantes, étude et classification des sols, étude du trait de côte, suivi de polluants [124]
[118] [71] [163] [198] [192]. Dans un tout autre domaine à savoir, le domaine de défense :
la détection de cibles à caractère militaires (mines, avions), etc. [159] [133] [4]. Les applica-
tions médicales comprennent : la dépistage du cancer colorectal et gastrique [108] [101] ou
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TABLE 2.1 – Caractéristiques de différentes images

Gris RGB Multispectral Hyperspectral
Information spatiale Oui Oui Oui Oui

Information spectrale Non Limitée Oui Oui

Nombres de bandes 1 3 2-10 > 10

des ulcères [151].

L’imagerie hyperspectrale consiste à collecter des données complexes sur tout le spectre
électromagnétique, à enregistrer le contenu spectral de chaque pixel de l’image et à faciliter
des tâches telles que la détection d’objets, la caractérisation de matériaux et l’identifica-
tion de processus. Chaque image hyperspectrale (HSI) est naturellement représentée comme
une structure tridimensionnelle, appelée hypercube, où deux dimensions sont spatiales et
l’une est spectrale, voire à quatre dimensions si un suivi au cours du temps est réalisé. Dans
de nombreux cas, les mauvaises conditions météorologiques et/ou des problèmes internes
spécifiques aux capteurs hyperspectraux (des instruments d’acquisition des images hyper-
spectrales) peuvent entraîner une perte d’information pour les HSIs. D’où la nécessité d’in-
troduire des méthodes efficaces pour la récupération des données manquantes [122] [220]
[93] [235] [141]. Par conséquent, un certain nombre d’approches de LRTC ont été proposées
dans la littérature. La plupart des approches de reconstruction peuvent être classées en quatre
grandes catégories d’après [182] :

1. Les approches spatiales [218] [225].

2. Les méthodes spectrales [183] [169].

3. Les méthodes temporelles [68] [213].

4. Les méthodes spatio-temporelles-spectrales [182] [230].

Après cette brève introduction aux images HSIs et à leur utilisation dans les méthodes
LRTC, nous allons maintenant fournir une brève présentation des images Couleur codées
en RGB. Comme mentionné précédemment, une image couleur RGB est une image mul-
tispectrale avec une bande pour chaque couleur rouge (Red), verte (Green) et bleue (Blue),
produisant ainsi une combinaison pondérée de ces trois couleurs pour chaque pixel.

De nos jours, les images couleurs sont fréquemment utilisées dans de nombreux pro-
blèmes de traitement d’images [158] [132] [144]. Parmi ces problèmes, celui de l’inpainting
d’images [18] [21]. Une approche possible consiste à effectuer une méthode de complétion
matricielle robuste pour chaque canal, puis l’image finale est reconstruite en combinant les
résultats des trois canaux (rouge, vert et bleu). L’inconvénient de cette approche est que les
informations inter-canaux ne sont pas prises en compte et utilisées dans la procédure de com-
plétion robuste de l’image couleur. Par ailleurs, une image couleur à trois canaux peut être
naturellement considérée comme un tenseur d’ordre trois X ∈RI1×I2×I3 , où les dimensions I1
et I2 définissent les variables spatiales, et la troisième dimension I3 = 3 représente le nombre
de couleurs. On peut facilement voir que chaque coupe frontale (voir définition (12)) de ce
tenseur d’ordre 3 correspond alors à un canal de l’image couleur.
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Comme mentionné précédemment, dans la plupart des cas, certaines entrées des données
multidimensionnelles acquises sont manquantes. En raison de la nature multidimensionnelle
des images couleur, plusieurs approches de complétion tensorielle ont été proposées dans la
littérature [16] [136] [212] [231].

2.4 Conclusion

Dans ce chapitre, nous avons présenté de nombreuses applications visées dans le cadre de
cette thèse, pour montrer l’efficacité des algorithmes que nous allons proposer. Nous avons
également introduit différentes données multidimensionnelles qui sont traitées dans ces ap-
plications. Dans les chapitres suivants, nous allons présenter nos différentes contributions
essentiellement théoriques mais également expérimentales sur différents types de problèmes
et sur les applications qui leur sont liées, à savoir, la spectroscopie de fluorescence 3D, la
complétion des images hyperspectrales, et la complétion des images couleurs.
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Les décompositions tensorielles sont toujours en cours d’étude et de développement. Le
présent chapitre regroupe les principaux résultats de l’une des contributions de cette thèse.
Nous nous intéressons à un problème de factorisation tensorielle, plus précisément la dé-
composition canonique polyadique (CP) dans laquelle sont introduites certaines contraintes.
La décomposition CP utilisée dans le cadre de données de spectroscopie de fluorescence
conduit à la résolution d’un problème inverse souvent mal posé. Ainsi, des contraintes telles
que la non négativité et/ou la parcimonie des matrices facteurs à estimer sont introduites par
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l’ajout de fonctions de pénalités. Le but est d’améliorer l’estimation des composantes les
plus pertinentes plutôt que de favoriser l’apparition des de composés arbitraires fantômes.
Un algorithme d’optimisation Primal-Dual à base de gradient projeté (en anglais(PDPG))
est proposé pour dériver un nouvel algorithme de décomposition CP sous contrainte de non-
néagtivité d’un tenseur d’ordre N régularisé. Son efficacité et sa robustesse sont illustrées
grâce à des simulations numériques réalisées sur des données modélisant des données de
spectroscopie de fluorescence tout en s’affranchissant des problèmes que posent les don-
nées expérimentales : non connaissance du rang du tenseur, bruit additif (raies du Raman
et du Rayleigh), écart par rapport au modèle CP du fait de différents effet (non linéairité,
effet d’écran, etc...). De plus, afin de remplir le vide théorique existant en matière d’étude
de la convergence des algorithmes de décomposition CP sous contraintes de non négativité
propre à la plupart des algos. que le trouve dans la littérature, nous allons mener l’étude
théorique de la convergence de l’algorithme que nous proposons, sous des conditions assez
peu contraignantes.
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3.1 Introduction

La collecte de données est devenue beaucoup plus facile de nos jours grâce au développe-
ment de techniques analytiques modernes qui génèrent une quantité croissante de données et
d’informations. Cela conduit de plus en plus à des situations dans lesquelles les données ont
une structure intrinsèquement multi-dimensionnelle. C’est typiquement le cas de l’analyse
des données de spectroscopie de fluorescence (3D ou 4D). Dans ce contexte, et comme nous
l’avons mentionné dans la section 2.1, les intensités de fluorescence de chaque solution sont
mesurées pour produire une Matrice d’excitation et d’émission de fluorescence (MEEF). Un
ensemble de MEEF constitue alors un tenseur d’ordre 3 [126] [233]. Comparons la rela-
tion entre les intensités de fluorescence mesurables de solutions, ainsi que les spectres et
les concentrations des composés donnés par la relation (2.3) avec celle de la décomposition
CP (1.9). Le nombre de composés chimiques fluorescents présents correspond au rang R
du tenseur. Les spectres d’émission et d’excitation γ et ε [126], et les concentrations c de
chaque fluorophore correspondent respectivement aux colonnes des matrices facteurs A(1),
A(2) et A(3) dans le problème CP (1.9). De plus, les contraintes de non-négativité doivent être
prises en compte étant donnée la nature physique des variables latentes. En fait, les quantités
physiques considérées sont intrinsèquement non négatives puisqu’elles sont correspondent
aux spectres d’émission et d’excitation et aux concentrations pour les différents échantillons
acquis à différents moments dans les applications de monitoring/surveillance ou en diffé-
rents endroits quand on s’intéresse à du transport de composés. Donc, les matrices facteurs
et par conséquent les termes du tenseur qu’elles forment doivent contenir des valeurs non-
négatives. La décomposition CP est alors appelée la décomposition CP sous contrainte de
non-négativité ou décomposition CP non négative.

En outre, l’une des principales difficultés rencontrées dans les applications pratiques est
que le rang réel du tenseur observé est souvent inconnu. Plusieurs travaux ont été consacrés
au problème de l’estimation du rang du tenseur [28] [44], mais ce problème reste difficile
et ouvert. Par conséquent, prendre en compte d’autres contraintes liées à des informations
a priori que l’on peut avoir, permet de rendre les méthodes plus robustes vis à vis d’erreurs
de modèle parmi lesquels la surestimation du rang du tenseur. C’est pourquoi nous nous in-
téressons dans ce chapitre à une nouvelle méthode régularisée assurant la parcimonie des
matrices facteurs et donc insensible aux problèmes de surestimation. Notons que d’autres
approches parcimonieuses ont été développées [77] [78] [79].

Plusieurs travaux de recherche ont abordé le problème du calcul de la décomposition
CP, en le réécrivant comme un problème d’optimisation, et plus précisément comme un pro-
blème de minimisation impliquant la somme d’une fonction différentiable (non nécessaire-
ment convexe) et d’une fonction convexe (non nécessairement différentiable). Différentes ap-
proches ont été développées soit basées sur des schémas d’optimisation déterministes [210]
[100] [156] [221] [115] [228] ou stochastiques [129] [211]. Concernant les algorithmes d’op-
timisation déterministes, ils peuvent être classés en plusieurs types d’algorithmes : les mé-
thodes directes [174] [188], les algorithmes alternés [31], les algorithmes de descente [66]
et les méthodes qui résolvent le problème d’optimisation après une étape de compression
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ou de réduction de la taille du tenseur [40] [46]. Un algorithme original est présenté dans
ce chapitre qui s’inscrit dans le cadre des algorithmes itératifs déterministes et offre une al-
ternative pertinente aux problèmes d’optimisation dans le cas de tenseurs de grande taille
(tenseurs Big Data). Il s’agit d’un algorithme primal-dual à base de gradient projeté (PDGP)
[164] [238], qui est connu pour sa capacité à décomposer le critère initial en une somme de
termes plus simples qui peuvent être traités individuellement, et de manière parallèle ce qui
est particulièrement intéressant dans le cas de la grande dimension [165].

Dans ce chapitre, nous établissons également, sous certaines hypothèses que nous dé-
taillerons dans la suite de ce chapitre, un résultat quant à la convergence de cet algo. CP-
PDGP sous contrainte de non négativité. Il existe relativement peu de travaux qui traitent de
ce type de problème (c’est-à-dire l’établissement de la preuve théorique de la convergence
des algorithmes CP). Une méthode itérative, inspirée de ce que l’on appelle l’algorithme
des moindres carrés alternatifs (ALS) a été proposée dans [205]. L’idée était d’établir un
théorème de convergence locale pour calculer des approximations de tenseurs canoniques de
faible rang sans contrainte de non-négativé. Une des principales limitations de cette approche
est que pour des rangs plus grands, la plupart des difficultés liées au comportement global
de l’algorithme ALS semblent étroitement liées au fait que le problème d’approximation
lui-même peut être mal posé ou mal conditionné. Une autre analyse de convergence, décrite
dans [222] nécessite de mettre à jour chaque bloc qui comprend les variables du problème
sous-jacent, en minimisant une relaxation prox-linéaire particulière, au moins une fois par
nombre fixe d’itérations où l’ordre de mise à jour peut être effectué soit aléatoirement soit de
manière cyclique, ce qui peut être coûteux en terme de temps de calcul. Plus récemment, un
algorithme a également été discuté. Il concerne le problème de la décomposition de Tucker
sous contrtainte de non-néagtivité et sa convergence théorique a été établie [201].

Il est également connu que certaines approches de décomposition CP non négative sont
des extensions habituelles des techniques standard de factorisation matricielles non négatives
(NMF). Les propriétés de convergence des méthodes NMF ont été discutées dans [59] [117].
Plus précisément, les mises à jour proposées dans [116], garantissent un point stationnaire
qui est le point limite de l’erreur quadratique moyenne (EQM ou Least mean square error en
anglais) du problème d’optimisation. Un inconvénient de la NMF est qu’elle ne peut définir
que des relations de données par paires. Par conséquent, sous des conditions relativement
faibles, un vide théorique existe toujours pour l’analyse de la convergence.

L’algorithme CP-PDPG non-négatif développé dans ce chapitre est basé sur la mise à
jour d’une seule variable par itération. Une telle approche joue un rôle clef dans la résolution
des problèmes d’optimisation de grandes dimensions, offrant la possibilité d’une implémen-
tation parallèle pour effectuer certaines étapes de calcul puisque les variables primales et
duales peuvent être mises à jour de manière très flexible. Enfin, nos principales contributions
en ce qui concerne les décompositions CP non négatives sont les suivantes : (i) fournir un
nouvel algorithme et faire la preuve théorique de sa convergence, en prouvant sous des condi-
tions peu contraignantes sa convergence vers l’ensemble des minimiseurs au taux O(1/k), k
étant le nombre d’itérations, (ii) réaliser des simulations numériques afin de mettre en évi-
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dence l’efficacité de notre approche en terme de qualité de la solution estimée, (iii) pouvoir
estimer efficacement le rang du tenseur et éviter ainsi les problèmes de surestimation/sur-
apprentissage (overfactoring en anglais).

Après une introduction, la deuxième section est consacrée à la formulation générale des
approches primal-dual à base de gradient projeté. Ensuite, les principales propriétés de la
décomposition polyadique canonique non-négative et ses liens avec l’analyse multidimen-
sionnelle sont rappelés. Nous présentons alors notre approche CP non-négative -basée sur
l’algorithme Primal-Dual à base de Gradient Projeté, et en dérivons une forme générique de
notre algo. Nous passons à la preuve théorique de la garantie de convergence de notre algo.
proposé est effectuée. Finalement, des simulations numériques sont réalisées afin de mieux
évaluer l’efficacité de notre approche en terme de qualité de la solution trouvée. Cela nous
permet également de vérifier les conditions de convergence trouvées.

3.2 La méthode primale duale à base de gradient projeté

Dans cette section, nous présentons une approche originale capable de résoudre des pro-
blèmes classiques de traitement des signaux multidimensionnels, à savoir l’approche primale
duale à base gradient projeté (PDPG). Pour ce faire, nous allons d’abord fournir une brève
description du principe de la méthode [208], [41] et [42].

3.2.1 Problème Primal-Dual général

Les problèmes d’optimisation apparaissent naturellement dans de nombreux domaines
d’application. Il est donc illusoire d’espérer résoudre tous les problèmes d’optimisation ou
des problèmes d’optimisation trop généraux avec au moyen d’une seule méthode générique.
Il est donc nécessaire de se limiter - si l’on souhaite obtenir des algorithmes utilisables dans
notre cas pratique, à des classes de problèmes beaucoup plus restreintes. Nous nous intéres-
sons donc dans cette partie uniquement aux problèmes du type

min
z∈RN

{ f0(z)+ f1(Kz)} (3.1)

où f0(·) et f1(·) sont des fonctions propres, convexes, semi continues inférieures définies
sur l’ensemble RN , et K un opérateur linéaire (voir 1.4.3). Nous nous intéressons plus parti-
culièrement aux méthodes primales-duales puisque le contrôle des itérations a lieu dans les
espaces primaux et duaux tout au long du processus de minimisation. Il nous reste donc à
trouver la formulation primale-duale d’un tel problème d’optimisation.

En utilisant la définition du conjugué convexe (transformée de Legendre-Fenchel (32))
(voir 1.4.3), nous pouvons rappeler le théorème d’équivalence primale-duale suivant :

Théorème 3 [54] Soit f0 : U → R une fonction fermée et convexe définie sur l’ensemble
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U, f1 une fonctionnelle fermée et convexe définie sur l’ensemble V et soit K : U → V un
opérateur linéaire continu. Alors, nous avons l’équivalence suivante :

min
z∈U
{ f0(z)+ f1(Kz)}︸ ︷︷ ︸

Primale

= min
z∈U

max
y∈V ∗
{< Kz,y >− f ∗1 (y)+ f0(z)}︸ ︷︷ ︸

Primale−Duale

(3.2)

où z et y sont les variables primale et duale, respectivement, f ∗1 est le conjugué convexe de
f1, et V ∗ est l’espace dual de V .

3.2.2 Problème variationnel

Les problèmes de résolution primale-duale entrent dans le cadre général des problèmes
de résolution d’inégalités variationnelles. Tout d’abord, rappelons les définitions des sous-et
super -gradients [168] :

Définition 33 (Sous-gradient) La sous-dérivée d’une fonction f : U → R en un point z0

dans l’ensemble ouvert convexe U est l’ensemble ∂− f (z0) de tous les éléments c ∈U∗ tels
que

f (z)− f (z0)≥< c,z− z0 > (3.3)

Pour une fonction convexe f , l’ensemble ∂− f (z0) est toujours fermé et non vide.

Définition 34 (Super-gradient) La super-dérivée d’une fonction f : U → R en un point z0

dans l’ensemble ouvert convexe U est l’ensemble ∂+ f (z0) de tous les éléments c ∈U∗ tels
que

f (z)− f (z0)≤< c,z− z0 > (3.4)

Pour une fonction concave f , l’ensemble ∂+ f (z0) est toujours fermé et non vide.

Avant d’aborder le problème spécifique défini par (3.2), nous considérons d’abord le
problème général de la recherche du point selle d’une fonction convexe-concave de deux
variables g(u,v), où g(·, ·) est supposée convexe en u et concave en v. Les variables u et
v appartiennent respectivement à des ensembles convexes fermés U et V . Le problème à
résoudre s’énonce alors comme suit :

min
u∈U

max
v∈V
{g(u,v)} (3.5)

Comme la recherche directe d’un point selle (3.5) de g sur U ×V n’est pas facile, nous
montrerons comment la résolution de l’inégalité variationnelle associée nous permet d’ap-
procher la solution de ce problème en réécrivant (3.5) comme suit :

chercher z∗ ∈ Z =U×V t.q < z− z∗,h(z∗)>≥ 0 ∀z ∈ Z (3.6)
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où z =
(

u
v

)
et h(z) =

(
∂ug(u,v)
−∂vg(u,v)

)
.

Par définition [10], la paire (u∗,v∗) ∈U×V est un point selle de (3.5) lorsque,

g(u∗,v)≤ g(u∗,v∗)≤ g(u,v∗), ∀(u,v) ∈U×V (3.7)

et pour tout (u,v) ∈U×V , c1 ∈ ∂−u g(u,v) et c2 ∈ ∂+
v g(u,v), nous avons{

g(u∗,v)≥ g(u,v)+< c1,u∗−u >

g(u,v∗)≥ g(u,v)+< c2,v∗−v > .
(3.8)

D’après (3.7) et (3.8), nous pouvons conclure que

< c1,u−u∗ >+<−c2,v−v∗ >≥ 0, (3.9)

à partir duquel on peut conclure le résultat.

3.2.3 La méthode du gradient projeté

Maintenant, nous allons voir comment l’inégalité variationnelle précédente (3.6) peut
être résolue en utilisant la méthode du gradient projeté. Dans ce but, nous donnons la propo-
sition suivante, dont la preuve est fournie en Annexe B :

Proposition 4 [19] Soit r un paramètre positif et Z un ensemble convexe, un élément z∗ est
solution de (3.6) si et seulement si

z∗ = PZ{z∗− rh(z∗)} (3.10)

où PZ{z} désigne la projection orthogonale du point z sur l’ensemble convexe fermé et non
vide Z.

Pour résoudre (3.10), en utilise la méthode du point fixe qui conduit finalement à l’algorithme
itératif suivant :
Étant donné z ∈ Z, calculer la solution à l’étape n+1 en itérant le schéma suivant :

z∗n+1 = PZ{z∗n− rh(z∗n)} (3.11)

Tous les résultats nécessaires ont maintenant été rappelés ou établis. Nous sommes main-
tenant en mesure de considérer le problème spécifique de la décomposition CP sous diffé-
rentes contraintes (non négativité, parcimonie) qui nous permettrions de construire un algo.
de décomposition CP non négatif basé sur une approche primale duale à base de gradient
projeté.
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3.3 Fomulation du problème de la décomposition CP sous
contrainte de non négativité

Nous faisons ici référence à l’introduction des tenseurs dans la section 1.2. En particu-
lier, nous nous intéresserons à la décomposition CP de tenseurs d’ordre N, qui a été décrite
dans la section 1.3.2. Ainsi, dans cette section, nous rappelons et discutons les principales
propriétés de la décomposition CP non négative, qui joue un rôle central dans notre contribu-
tion. Comme nous l’avons mentionné avant, d’un point de vue mathématique, un modèle CP
est le résultat de la factorisation d’un tenseur d’ordre N en une combinaison linéaire de ten-
seurs de rang un. Nous rappelons qu’un tenseur de rang un et d’ordre N est défini comme le
produit extérieur, noté ◦, de N vecteurs a(n). Ainsi, la décomposition canonique polyadique
d’un tenseur d’ordre N non négatif X ∈ RI1×I2×...IN

+ s’écrit :

X =
R

∑
r=1

a(1)r ◦a(2)r ◦ · · · ◦a(N)
r = JA(1), . . . ,A(N)K (3.12)

où a(n)r ∈ RIn
+, ∀n ∈ {1, . . .N} sont les loading vecteurs. Pour tout n ∈ {1, . . . ,N}, la ma-

trice A(n) = (a(n)in,r) = [a(n)1 ,a(n)2 , . . . ,a(n)R ] ∈ RIn×R
+ et est appelée la n-ième matrice facteur ou

plus simplement le n-ième facteur.

La décomposition CP peut également être exprimée sous la forme d’une matrice en
dépliant le tenseur X dans une direction préférée n, où n ∈ {1, . . . ,N}. Cette matrice est
alors désignée par X(n)

In,I−n
∈ RIn×I−n

+ , où I−n = I1 . . . In−1In+1 . . . IN . Pour ce faire, comme nous
l’avons vu dans la section 1.2.3, on utilise un produit tensoriel particulier appelé produit de
Khatri-Rao (voir la définition (3)), noté ⊙. La matrice X(n)

In,I−n
s’écrit comme suit :

X(n)
In,I−n

= A(n)(Z(−n)
I−n,R)

T , ∀n ∈ {1, . . . ,N} (3.13)

où (·)T représente l’opérateur de transposition et

Z(−n)
I−n,R = A(N)⊙·· ·⊙A(n+1)⊙A(n−1)⊙ . . .A(1), ∀n ∈ {1, . . . ,N} (3.14)

La relation (3.12) peut être réécrite de manière similaire sous sa forme scalaire, ce qui conduit
à :

xi1,...,iN =
R

∑
r=1

a(1)i1,r . . .a
(N)
iN ,r (3.15)

pour tout (i1, i2, . . . , iN) ∈ I = {1, . . . , I1}×{1, . . . , I2}× . . .×{1, . . . , IN}.

Remarque : par souci de simplicité, pour une matrice donnée A(n) ∈ RIn×R la notation
suivante A(n) ≥ ε, n ∈ {1, . . . ,N}, signifie que tous les éléments de la matrice A(n) sont
supérieurs à une certaine valeur epsilon choisie suffisamment petite.
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3.4 Nouvel algo. de décomposition CP sous contrainte de
non négativité : CP-PDPG

Nous en venons maintenant à notre problème de décomposition CP original dont le but
est d’estimer les N matrices facteurs sous un certain nombre de contraintes physiques. Typi-
quement, le problème de décomposition CP est reformulé comme un problème d’optimisa-
tion (minimisation) décrit par (3.16), (3.17) et (3.18). Nous proposons de traiter ce problème
d’optimisation grâce à l’approche primale duale à base de gradient projeté introduite dans la
première section. Ainsi, le problème est reformulé comme suit :

Minimiser
A(n)∈RIn×R

h(A(1), . . . ,A(N))+q(A(n)) (3.16)

sous la contrainte de A(n) ≥ ε, n ∈ {1, . . . ,N},

où le premier terme correspond à un terme de fidélité mesurant la façon dont le tenseur
observé suit un modèle CP, i.e.

h(A(1), . . . ,A(N)) =
1
2
∥ X(n)

In,I−n
−A(n)(Z(−n)

I−n,R)
T ∥2

F (3.17)

où ∥ · ∥F désigne la norme de Frobenius. En ce qui concerne le second terme, nous optons
pour les termes de régularisation suivants

q(A(n)) = α
(n) ∥ A(n) ∥1 (3.18)

où α(n), n ∈ {1, . . . ,N} sont des paramètres de régularisation non négatifs et ∥ · ∥1 est la
norme l1 pour renforcer la parcimonie.

Nous suivons maintenant les étapes précédentes rappelées dans la section précédente,
afin de résoudre notre problème d’optimisation. En comparant le problème d’optimisation
suivant avec le modèle primal-dual du théorème 3, nous obtenons :

 f0(A(n)) = 1
2 ∥ X(n)

In,I−n
−A(n)(Z(−n)

I−n,R)
T ∥2

F

f1(KA(n)) = α(n)
∑
in,r
|a(n)in,r|

(3.19)

Définissons maintenant les fonctionnelles :

K : U → V
A 7→ A et

f1 : V → R

Y 7→ ∑
in

∑
r

f (y(n)in,r)
(3.20)
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avec

f : R→ R

f (x) = |x|. (3.21)

Nous trouvons que le conjugué f ∗ de la fonction f est égal à :

f ∗ : R → R

s 7→

{
0 if |s| ≤ 1
+ ∝ if |s|> 1

(3.22)

Ainsi, en utilisant le théorème 3, et en utilisant le fait que les résultats établis dans la section
précédente peuvent être facilement étendus au cas des matrices [206], on obtient finalement
le problème primal-dual équivalent à résoudre :

min
A(n)∈U

max
Y(n)∈V ∗

{g(A(n),Y(n))} (3.23)

où
U = {A(n) ∈ RIn×R

+ ; ε ≤ a(n)inr ≤ 1} (3.24)

V ∗ = {Y(n) ∈ RIn×R
+ ; f (y(n)inr )≤ 1 et y(n)inr ≥ ε} (3.25)

comme f ∗1 (Y
(n)) = 0, pour Y(n) ∈V ∗, nous avons finalement :

g(A(n),Y(n)) = α
(n) < A(n),Y(n) >+

1
2
∥ X(n)

In,I−n
−A(n)(Z(−n)

I−n,R)
T ∥2

F . (3.26)

Nous rappelons que les matrices de gradient de h dans (3.17) par rapport à A(n) pour tout
n = 1, . . . ,N, sont données par [39] :

∇nh(A(1), . . . ,A(N)) =−
(

X(n)
In,I−n
−A(n)(Z(−n)

I−n,R)
T
)

Z(−n)
I−n,R

où ∇n désigne le gradient par rapport à A(n).
Pour plus de détails sur la théorie matricielle ainsi que sur les propriétés des dérivées matri-
cielles, le lecteur pourra se référer à [130] [112] [26] [88].

Maintenant, en utilisant l’équation d’inégalité (3.6) nous obtenons pour chaque (in,r),

H(A(n),Y(n)) =

(
α(n)Y(n)−

(
X(n)

In,I−n
−A(n)(Z(−n)

I−n,R)
T
)

Z(−n)
I−n,R

−α(n)A(n)

)
(3.27)

Enfin, il nous reste à effectuer la dernière étape qui consiste à appliquer l’algorithme de
projection. Il permet d’obtenir une estimation courante (A(n)

k+1,Y
(n)
k+1) à l’itération k+ 1 des

matrices que nous recherchons. Elles sont données par les équations suivantes :
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Y(n)
k+1 = PV ∗

{
Y(n)

k + τ
(n)
k α

(n)A(n)
k

}
(3.28)

A(n)
k+1 = PU

{
A(n)

k −σ
(n)
k

(
α
(n)Y(n)

k+1− [X(n)
In,I−n
−A(n)

k (Z(−n)
I−n,R)

T ]Z(−n)
I−n,R

)}
(3.29)

Finalement, nous pouvons résumer l’algo. CP-PDPG de la manière suivante :

Le principe de l’algorithme CP-PDPG :

— Étape 0. Initialisations.
Choisir les paramètres σ

(n)
min, σ

(n)
max, τ

(n)
min et τ

(n)
max avec 0 < σ

(n)
min < σ

(n)
max et 0 < τ

(n)
min <

τ
(n)
max, ∀n ∈ {1, . . .N},

Choisir au hasard selon une loi uniforme A(n)
0 , Y (n)

0 , ∀n ∈ {1, . . .N}
Fixer k← 0.

— Étape 1. Pour n = 1, . . . ,N faire

- Choix des hyper-paramètres. choisir σ
(n)
k ∈ [σ

(n)
min,σ

(n)
max] et τ

(n)
k ∈ [τ

(n)
min,τ

(n)
max]

• Estimation de Y(n)
k+1 en fonction de (3.28)

• Estimation de A(n)
k+1 en fonction (3.29)

— Étape 2. Si aucun des critères d’arrêt n’est satisfait, mettre à jour k← k+ 1, et
revenir à Étape 1 sinon s’arrêter.

Dans la suite du chapitre, les paramètres de régularisation α(n) sont choisis non pas variable
au cours des itérations mais fixés à une valeur donnée, c’est-à-dire qu’en choisissant α

(n)
min et

α
(n)
max qui vérifient 0 < α

(n)
min < α

(n)
max pour tous les n ∈ {1, . . .N}, on a α(n) ∈ [α

(n)
min,α

(n)
max].

Dans la section suivante, nous allons étudier les conditions de convergence de de l’algo.
CP-PDPG que nous venons de proposer.

3.5 Preuve théorique de la convergence de l’algo. CP-PDGPG

Dans cette section, nous fournissons un résultat théorique permettant d’établir la conver-
gence de l’algo. CP-PDPG. Nous montrons qu’il converge au taux O(1/k) pour une fonction
point selle avec une certaine marge d’erreur que nous établirons également.

3.5.1 Hypothèses

L’étude de la convergence est réalisée en considérant τ
(n)
k et σ

(n)
k égaux à une valeur fixe

τ(n) et σ (n) en fonction des différents pas de l’algorithme. La convergence sera obtenue pour
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tous les τ(n) et σ (n) suffisamment petits. Nous considérons l’hypothèse suivante :

Hypothèses (Bornitude des sous-gradients). Les sous-gradients ∂A(n)g(A(n)
k ,Y(n)

k ) et ∂Y(n)g(A(n)
k ,Y(n)

k )
sont bornés [145], c’est-à-dire., qu’il existe une constante L > 0 telle que

∥ ∂A(n)g(A(n)
k ,Y(n)

k ) ∥F≤ L et ∥ ∂Y(n)g(A(n)
k ,Y(n)

k ) ∥F≤ L (3.30)

Remarque : Dans notre cas, cette hypothèse est satisfaite car les ensembles U et V ∗ sont
compacts.

3.5.2 Résultats théoriques

Théorème 4 (Convergence de de l’algo. CP-PDPG). Considérons que l’hypothèse de bor-
nitude des sous-gradients est vérifiée. Soient A(n)

k et Y(n)
k des séquences générées par la mé-

thode primale-duale à base de gradient projeté définies par (3.28)-(3.29) et que (A(n)
∗ ,Y(n)

∗ )∈
U×V ∗ soit un point de selle de g(A(n),Y(n)).

Si nous définissons Â
(n)
k = 1

k

k−1
∑

i=0
A(n)

i et Ŷ
(n)
k = 1

k

k−1
∑

i=0
Y(n)

i
1, nous avons donc pour tout k ≥ 1

− 1
k

sup

∥ Y(n)
0 −Y(n)

∗ ∥2

2τ(n)
+
∥ A(n)

0 − Â
(n)
k ∥2

2σ (n)

− ρL2

2
≤ g(Â

(n)
k , Ŷ

(n)
k )−g(A(n)

∗ ,Y(n)
∗ )≤

1
k

sup

∥ A(n)
0 −A(n)

∗ ∥2

2σ (n)
+
∥ Y(n)

0 − Ŷ
(n)
k ∥2

2τ(n)

+
ρL2

2

où ρ = max{σ (n),τ(n)}.

Pour établir ce résultat, nous considérons le lemme suivant qui est principalement inspiré
du travail effectué dans [145]. La preuve de ce lemme est donnée dans l’annexe A.

Lemme 1 Considérons que l’hypothèse de bornitude des sous-gradients est vérifiée. Soient
A(n)

k et Y(n)
k les suites générées par CP-PDPG et définies par (3.28)-(3.29) et soit une paire

arbitraire (A(n),{Y (n)) ∈ U ×V ∗. Si nous définissons Â
(n)
k = 1

k

k−1
∑

i=0
A(n)

i et Ŷ
(n)
k = 1

k

k−1
∑

i=0
Y(n)

i

nous avons donc pour tout k ≥ 1

1. Les suites Â
(n)
k et Ŷ

(n)
k (k ≥ 1) définies dans le théorème sont appelées les suites de Cesàro.
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1
k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(A(n), Ŷ
(n)
k )≤

∥ A(n)
0 −A(n) ∥2

2σ (n)k
+

σ (n)L2

2
∀A(n) ∈U (3.31)

−
∥ Y(n)

0 −Y(n) ∥2

2τ(n)k
− τ(n)L2

2
≤ 1

k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(Â
(n)
k ,Y(n)) ∀Y(n) ∈V ∗ (3.32)

Le résultat démontré dans le théorème montre que nous avons pu prouver la convergence
vers un minimiseur pour notre algorithme de décomposition CP sous contrainte de non né-
gativité avec une marge d’erreur ρL2

2 avec le taux O(1/k). Le niveau de la marge d’erreur,
qui est causé par le pas constant, peut être contrôlé en choisissant une petite valeur de pas.

3.6 Simulations numériques

L’objectif de cette section est maintenant d’illustrer l’efficacité de notre algorithme à tra-
vers de nombreuses simulations numériques. Cependant, l’intérêt de l’algorithme CP-PDPG
proposé dans le contexte spécifique de l’analyse expérimentale des données environnemen-
tales reste hors du cadre de ce chapitre. C’est la raison pour laquelle, seules des données syn-
thétiques (i.e. simulées numériquement) seront considérées dans ce chapitre afin de contrôler
précisément le rang du tenseur et la nature du modèle : en l’occurrence ici un modèle trili-
néaire.

Pour mieux comparer les performances de notre algorithme avec celles obtenues avec
d’autres méthodes, nous considérons dans l’exemple suivant un tenseur X d’ordre 3 (N = 3)
simulé numériquement. Le rang réel R du tenseur X est fixé à 5. En ce qui concerne les deux
premières matrices facteurs A(1) et A(2), respectivement, chaque vecteur colonne de leurs
R constituants représente les spectres d’émission (resp. d’excitation) des R composés qui
sont considérés. Par conséquent, la matrice a(1)r (a(2)r )T , ∀r = 1, . . . ,R, représente la matrice
dite d’émission et d’excitation de fluorescence (FEEM). En outre, les spectres synthétiques
sont générés à l’aide de mélanges de fonctions de distribution gaussiennes ou lognormales
généralisées. En ce qui concerne la troisième matrice facteur A(3), ses vecteurs constitutifs
qui représentent les concentrations de chacun des composés R sont simulés en utilisant une
distribution uniforme. Pour étudier les performances de la méthode suggérée, nous la compa-
rons ici avec l’algorithme bien connu N-way [27], l’algorithme HALS rapide (fHALS) décrit
dans [157] avec des contraintes de non-négativité, et l’algorithme de factorisation tensorielle
non négative (NTF) basé sur ADMoM suggéré dans [115].

Nous considérons un tenseur X d’ordre 3 et de dimensions (I1×I2×I3 = 100×47×100).
Nous nous plaçons dans le cas surestimé où nous supposerons que R̂ = 6 composés sont
présents (alors que seulement R= 5 composés ont été simulés dans le mélange). L’algorithme
est initialisé au moyen d’une initialisations aléatoires arbitraires. L’une des mesures d’erreur
spécifiques souvent utilisées pour évaluer les algorithmes de décomposition CP est l’erreur
de reconstruction relative (RRE), donnée par :
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RRE =
∥ X̂ −X ∥2

F

∥X ∥2
F

où X̂ représente le tenseur reconstruit.

Pour nos simulations, les paramètres suivants ont été utilisés pour l’algorithme CP-
PDPG : σ (1) = σ (3) = 0.00058, σ (2) = 0.008 et τ(n) = 10−4, for ;n = 1,2,3. Les paramètres
de régularisation α(n), ;n = 1,2,3 ont été fixés à 0.075. Ces paramètres sont soigneusement
ajustés en se basant sur nos suggestions afin d’obtenir des performances optimales. Pour
déterminer quand mettre fin à la procédure à un niveau de précision souhaité, nous adop-
tons deux critères d’arrêt : nous identifions le moment où l’erreur relative est inférieure à un
seuil prédéfini et nous limitons le nombre maximal d’itérations. Les matrices d’excitation
d’émission de fluorescence (FEEM) estimées sont présentées à la figure 3.1. Les spectres
d’émission et d’excitation estimés ainsi que les concentrations estimées sont présentés dans
la figure 3.1. Nous observons clairement que la version régularisée de notre algorithme CP-
PDPG peut détecter précisément l’absence du sixième composant, et donc qu’elle estime
avec précision les matrices facteurs et a la capacité de surmonter le problème du surestima-
tion. Ce qui n’est pas le cas de l’algorithme ADMoM, de l’algorithme fast HALS, N-way
et de la version non régularisée de notre algorithme qui créent tous des composés ”fantô-
mes” ajoutés artificiellement. Enfin, l’erreur d’estimation en fonction des itérations, obtenue
avec l’algo. CP-PDPG dans le cas de la version régularisée est donnée au niveau de la fi-
gure 3.3. Nous pouvons observer que l’erreur relative de reconstruction diminue fortement
en quelques itérations, ce qui démontre le bon comportement de convergence de notre algo-
rithme. Ceci est en bon accord avec les résultats théoriques puisqu’il a été prouvé que le taux
de convergence est en O(1/k).

3.7 Conclusion

Dans ce chapitre, nous avons proposé un algorithme primal-dual à base de gradient pro-
jeté (PDPG) pour résoudre efficacement le problème de la décomposition CP non-négative.
Nous avons également effectué l’analyse théorique de convergence de notre algorithme CP-
PDPG suggéré sous certaines hypothèses, et prouvé qu’il conduit à des résultats compéti-
tifs. En plus, nous avons illustré numériquement la robustesse de notre algorithme lors de
considérations du problème de sur-factorisation, c’est-à-dire que la robustesse de notre al-
gorithme en présence d’un problème de surestimation du rang i.e que notre algo. permet
de récupérer des vecteurs colonnes nuls et non d’estimer des grandeurs inexistantes. Par la
suite, dans le chapitre 4 nous présenterons une nouvelle méthode de complétion des images
hyperspectrales dans laquelle nous exploiterons à nouveau une factorisation tensorielle et où
des contraintes physique seront introduites comme a priori.

60



UN NOUVEL ALGORITHME PRIMAL-DUAL POUR LA DÉCOMPOSITION CP DE TENSEURS

D’ORDRE N SOUS CONTRAINTE DE NON NÉGATIVITÉ

CP-PDPG α(n) = 0.075 CP-PDPG α(n) = 0

ADMoM fHALS

Références N-way

FIGURE 3.1 – Les FEEM de référence et les FEEM reconstruites par l’algorithme N-way,
fast HALS, ADMoM, et par notre algorithme proposé CP-PDPG dans deux cas : sans terme
de régularisation et avec terme de régularisation
.
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FIGURE 3.2 – Les R̂ = 6 spectres d’émission, spectres d’excitation et concentrations esti-
mées avec l’algorithme CP-PDPG dans deux cas. En ligne rouge solide : les spectres de
référence, en ligne verte pointillée : CP-PDPG sans terme de régularisation, en ligne bleue
pointillée : CP-PDPG avec terme de régularisation, en ligne noire pointillée : Algorithme
ADMoM, en ligne cyan pointillée : algorithme HALS rapide, et en ligne magenta pointillée :
Algorithme N-way.

62



UN NOUVEL ALGORITHME PRIMAL-DUAL POUR LA DÉCOMPOSITION CP DE TENSEURS

D’ORDRE N SOUS CONTRAINTE DE NON NÉGATIVITÉ

FIGURE 3.3 – L’erreur d’estimation en fonction des itérations, obtenue avec l’algorithme
CP-PDPG suggéré avec le terme de régularisation
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COMPLÉTION D’IMAGES HYPERSPECTRALES

VIA UNE FACTORISATION TENSORIELLE AVEC

INTRODUCTION D’UN TERME DE BI- RÉ-
GULARISATION

4.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
4.2 Rappels théoriques . . . . . . . . . . . . . . . . . . . . . . . . . . 69
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4.5 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82

La disponibilité de données multidimensionnelles dans divers domaines d’application
nécessite le développement d’outils toujours plus avancés et performants pour l’extraction
d’informations pertinentes. Dans ce chapitre, nous nous intéressons principalement au pro-
blème de complétion des images hyperspectrales (HSI) dans lequel l’objectif principal réside
dans la récupération des entrées manquantes d’un tenseur (HSI dans notre cas) partiellement
observé en exploitant le cadre théorique des méthodes de faible rang. Cependant, les mé-
thodes qui n’exploitent que la propriété de rang faible ignorent généralement l’extraction des
structures locales lesquelles contribuent généralement considérablement à la qualité de re-
construction. C’est pourquoi, nous proposons dans ce chapitre une méthode qui combine des
propriétés de lissage par morceaux et la contrainte de cohérence entre les bandes spectrales,
ce qui conduit souvent à des résultats prometteurs en matière de problème de complétion
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de tenseurs de faible rang. De plus, la priorité de rang faible est garantie en décomposant
le tenseur comme le produit tenseur-matrice mode-3 d’un tenseur de faible dimension et
une matrice de faible dimension. Par conséquent, nous proposons dans ce chapitre un nou-
veau modèle de complétion des images hyperspectrales basé sur une factorisation tensorielle
à laquelle nous ajoutons un terme de bi-régularisation. Pour le processus de minimisation,
nous considérons la méthode de minimisation proximale alternée (en anglais Proximal Al-
ternating Minimization (PAM)) pour résoudre notre modèle de complétion. Numériquement,
l’efficacité de notre approche est illustrée au moyen de nombreuses simulations réalisées sur
différentes images HSI présentant des données manquantes.
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4.1 Introduction

Nous faisons ici référence à l’introduction des problèmes de la récupération des tenseurs
à faible rang. En particulier, nous porterons notre attention sur les problèmes de complétion
tensorielle, qui ont été décrits dans la section 2.2. Nous faisons aussi mention aux images
hyperspectrales présentées dans la section 2.3. Ainsi, comme nous l’avons mentionné aupa-
ravant, une image HSI est une donnée tridimensionnelle dans laquelle l’information spatiale
est représentée par les deux premières dimensions, tandis que l’information spectrale est re-
présentée par la troisième dimension. Une image HSI désigne une image dotée de centaines,
voire des milliers de bandes. En conséquence, la corrélation spectrale joue un rôle fondamen-
tal dans la modélisation des algorithmes de reconstruction des HSIs. Ainsi, la modélisation
d’une HSI sous forme de matrice ignore en fait les corrélations entre tous les pixels spatiaux
et les bandes spectrales. De ce fait, dans les problèmes de reconstruction, cela peut conduire
à des résultats sous-optimaux ou peu satisfaisants en terme de qualité visuelle. Dans la même
veine d’idée, la modélisation tensorielle a démontré son efficacité dans la modélisation des
données d’ordre élevé du monde réel. En particulier pour les HSIs, l’utilisation du modèle
tensoriel garantit une exploitation directe des priorités spatiales et spectrales. Ainsi, l’objectif
principal de ce chapitre est de reconstruire les éléments manquants d’une image hyperspec-
trale (HSI) donnée, désignée par Y , à partir d’un ensemble observé Ω.

Comme nous l’avons mentionné dans la section 2.2, pour les méthodes de complétion
tensorielle, une approche commune consiste à minimiser directement le rang du tenseur et à
mettre à jour le tenseur de faible rang :

minY rang(Y)
t.q PΩ(Y) =F (4.1)

Où F est le tenseur observé, et PΩ est l’opérateur de projection de Y sur l’ensemble observé
Ω, qui est défini par :

PΩ(Y) =

{
Yi1,i2,...,in si (i1, i2, . . . , in) ∈Ω

0 sinon (4.2)

Avec différentes définitions du rang tensoriel, il existe de nombreux modèles d’optimisation
pour les problèmes de complétion tensorielle. L’opérateur rang(Y) peut avoir différentes si-
gnifications, telles que le rang de la décomposition CP [52], le rang de la décomposition
multilinéaire de Tucker [203], le rang de la décomposition en trains de tenseurs [152]. En ef-
fet, le modèle de complétion tensorielle (4.1) souffre de différents problèmes. Premièrement,
le rang est une fonction non convexe par rapport à Y , et le problème (4.1) est NP-difficile
et pourrait souffrir de minimums locaux. Pour remédier à ce que cela ne se produise, un
autre type de méthodes consiste à minimiser directement le rang tensoriel. Cependant, il ar-
rive souvent que les limitations du rang tensoriel ne soient pas disponibles dans certaines
applications. Lorsque seules quelques observations sont disponibles, le choix d’une méthode
de minimisation de rang élevé peut conduire à un sur-ajustement. Des méthodes de relaxa-
tion ont été proposées pour se remédier à ce problème. Dans cette veine, la norme nucléaire
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(norme de trace) est alors considérée comme un remplaçant convexe de la fonction de rang
non convexe. Ainsi, la complétion tensorielle basée sur la minimisation de la norme nucléaire
tensorielle est défini comme suit :

minY ∥Y ∥∗
t.q PΩ(Y) =F (4.3)

Cependant, l’extension de la définition de la norme nucléaire dans le cas d’un tenseur s’avère
une question compliquée. Par conséquent, plusieurs versions des normes nucléaires tenso-
rielles ont été proposées, mais elles sont assez différentes les unes des autres. Dans [120] les
auteurs ont d’abord proposé une approche de complétion du tenseur basée sur la somme des
normes nucléaires des matrices obtenus après dépliement du tenseur, et qui définit comme
suit :

∥Y∥∗ :=
N

∑
i=1

αi∥Y(i)∥∗ (4.4)

où Y(i) est la mise sous forme matricielle du tenseur Y suivant le mode i, αi est une constante
qui satisfait la condition suivante ∑

N
i=1 αi = 1. Différentes méthodes ont considéré la somme

des normes nucléaires des matrices de dépliement comme un critère et ont dérivé des al-
gorithmes spécifiques pour le problème de la complétion tensorielle [69]. La méthode sus-
mentionnée qui exploite la norme nucléaire d’une matrice fait appel à la décomposition en
valeurs singulières (SVD) avec une complexité de calcul élevée pour résoudre le problème
de minimisation. Bien que les plus grandes valeurs singulières soient généralement associées
aux informations majeures, les méthodes basées sur la minimisation de la norme nucléaire
traitent chaque valeur singulière de la même manière. Par conséquent, pour préserver la com-
posante principale des données, une solution consiste à attribuer des pondérations plus faibles
aux plus grandes valeurs singulières [75]. Cependant, cela ajouterait plus de paramètres, ce
qui pourrait rendre le processus d’estimation moins robuste.
Dans ce chapitre, nous apportons différentes contributions. Premièrement, la propriété de
faible rang des HSIs est exprimée comme le produit tenseur-matrice mode-3 d’un tenseur
de faible dimension et d’une matrice de faible dimension [17]. Ainsi, si l’on considère une
image hyperspectrale donnée Y ∈ RI1×I2×I3 , elle peut être factorisée de la manière suivante :

Y =Z×3 A (4.5)

où Z ∈ RI1×I2×r (r≪ I3) représente le facteur spatial et A ∈ RI3×r représente le facteur
spectral.

Ensuite, pour préserver la continuité spectrale des images HSIs pendant le processus de
complétion, l’approche proposée consiste à créer un lien entre un modèle préalable et l’in-
formation spectrale particulière présentée par l’image HSI. Par conséquent, la contrainte de
lissage par morceaux le long du domaine spatial ainsi que la contrainte de continuité du
facteur spectral sont considérées dans un modèle unifié. De tels modèles ont été déjà utilisés
pour des problèmes de débruitage [83] [236], mais à notre connaissance, personne n’a étendu
ces outils au problème de complétion. Par conséquent, dans ce chapitre, nous développons
un modèle de complétion des images HSIs via une factorisation tensorielle avec une régula-
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risation bi-facteurs. Ce modèle sera noté HC-BiFR.

Enfin, en ce qui concerne la résolution du problème d’optimisation considéré, nous dé-
veloppons un algorithme efficace de minimisation proximale alternée (PAM) [2] [3]. Des
études numériques illustreront le fait que la méthode que nous proposons permet d’amélio-
rer considérablement la qualité des images HSIs reconstruites à partir d’un petit ensemble de
données observées.

4.2 Rappels théoriques

4.2.1 Notations

Comme nous l’avons mentionné dans la section 1.2.3, pour un tenseur X ∈ RI1×···×IN

d’ordre N, la matrice de dépliement (unfolding en anglais) du tenseur X est noté par X(n)

de dimension In× (ΠN
m=1,m ̸=nIm). L’opérateur inverse du dépliement est désigné par fold et

défini comme suit :
X = foldn

(
X(n)

)
(4.6)

La norme de Frobenius d’un tenseur X ∈ RI1×I2×···×IN d’ordre N est définie comme suit :

∥X∥F =

(
I1

∑
i1=1

I2

∑
i2=1
· · ·

IN

∑
iN=1

(xi1i2...iN )
2

) 1
2

, (4.7)

où xi1i2...iN est le (i1, i2, . . . , iN)-ème élément du tenseur X .
Le produit scalaire de deux tenseurs de même taille X et Y est défini comme suit :

⟨X ,Y⟩= ∑
i1,i2,...,iN

xi1i2...iN · yi1i2...in (4.8)

La norme l1,1 d’un tenseur est définie comme la somme des valeurs absolues de tous
ses éléments. L’opérateur diag(X) d’une matrice X représente un vecteur colonne dont les
éléments sont les éléments diagonaux de X, et ones(m,n) désigne une matrice m×n dont les
éléments sont tous égaux à 1.

4.2.2 Rappels mathématiques préliminaires

Théorème 5 En supposant que A ∈ Rm×m,B ∈ Rn×n, et X, C ∈ Rm×n, alors l’équation clas-
sique suivante de la matrice de Sylvester

AX+XB = C (4.9)
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admet une solution unique si et seulement si G = In⊗A+BT ⊗Im est une matrice inversible,
où ⊗ désigne le produit de Kronecker, In la matrice identité de taille n×n et ()T l’opérateur
transposé. En particulier, si les matrices A et B vérifient

A = U1Λ1UT
1 , B = U2Λ2UT

2 (4.10)

où Λ1 et Λ2 sont des matrices diagonales et U1 et U2 sont des matrices unitaires, alors la
solution unique est donnée par

X = U1
(
(1⊘T)⊙

(
UT

1 CU2
))

UT
2 (4.11)

où “⊙” représente la multiplication élément par élément (ou produit de Hadamard),
“⊘” représente la division élément par élément et T est une matrice donné par :

T =(diag(Λ1) ,diag(Λ1) , . . . ,diag(Λ1))
T

+(diag(Λ2) ,diag(Λ2) , . . . ,diag(Λ2))

Preuve 1 voir [195].

4.2.3 Algorithme de minimisation proximale alternée

Dans de nombreuses applications, la fonction de coût à minimiser s’avère non différen-
tiable voire même non convexe. Grâce à une approche proximale, ce type de problème peut
être résolu efficacement au moyen d’un algorithme particulier appelé minimisation alternée.
Nous faisons ici référence aux sections 1.4.2 et 1.4.3 qui présentent une introduction sur les
opérateurs proximaux, ainsi que certains algorithmes proximaux.

Dans le cas plus général, on considère le problème de la minimisation d’une fonc-
tion f d’une variable x décomposée en plusieurs sous-ensembles ou blocs de variables
x = (x1,x2, . . . ,xn) ∈ X, où l’ensemble X est le produit cartésien de n ensembles convexes
fermés : X = X1×X2×·· ·×Xn avec Xi ∈ Rni :

min f (x)
s.t. x ∈ X,

(4.12)

L’algorithme PAM consiste à mettre à jour la fonction f à chaque itération k par rapport
à un seul bloc de variables tandis que les autres blocs sont maintenus fixes. L’optimisation
est effectuée de manière cyclique par rapport à tous les blocs. Ainsi, cela implique que le
problème (4.12) peut être résolu de manière itérative selon l’algorithme suivant
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Algorithm 6: L’algorithme de minimisation proximale alternée

— Étape 1 : Initialiser x0, fixer k = 0, et γi > 0

— Étape 2 : Pour i = 1, . . . ,n faire

xk+1
i = argmin

yi
f
(

xk+1
1 , . . . ,yi, . . . ,x

k
n

)
+

γi

2

∥∥∥yi−xk
i

∥∥∥2

2

— Étape 3 : Mettre à jour xk+1 =
(

xk+1
1 , . . . ,xk+1

n

)
et k = k+1 et revenir à l’étape 2.

4.3 Nouveau modèle de complétion tensoriel proposé

Dans ce paragraphe, nous proposons de résoudre le problème d’estimation des entrées
manquantes d’une HSI partiellement observée. Pour résoudre ce problème, et comme indi-
qué précédemment, l’exploitation des connaissances a priori est une des principales consi-
dérations pour la complétion des HSIs. À partir de la discussion faite dans l’introduction
ci-dessus, en combinant les propriétés de rang faible et des termes de régularisations sur
les facteurs spatial Z et spectral A présentés dans (4.5), nous allons proposer un nouveau
modèle de complétion tensoriel.

4.3.1 Formulation du problème :

Nous introduisons un modèle de reconstruction des HSIs basé sur une factorisation ten-
sorielle et une régularisation bi-facteurs, à savoir

minA,Z,Y
1
2 ∥Y−Z×3 A∥2

F + τ ∑
2
i=1 ∥(Z×i Di)∥1,1 +µ ∥D3A∥2

F
t.q PΩ(Y) =F

(4.13)

où τ et µ sont des paramètres de régularisation, et D1, D2 représentent des opérateurs
différentiels linéaires du premier ordre dans la première et la deuxième direction, respective-
ment. Enfin, D3 représente l’opérateur différentiel linéaire du premier ordre dans la troisième
direction. Maintenant, en supposant qu’un tenseur Y ∈ RI1×I2×I3 d’ordre 3 est considéré,
nous définissons les fonctions suivantes :

H(A,Z,Y) = 1
2 ∥Y−Z×3 A∥2

F
R1(A) = µ ∥D3A∥2

F
R2(Z) = τ ∑

2
i=1 ∥(Z×i Di)∥1,1

R3(Y) = ι(Y)

(4.14)

où ι(·) est la fonction indicatrice suivante :

ι(Y) =

{
0, si PΩ(Y) =F
∞, sinon (4.15)
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La fonction H(A,Z,Y) correspond au terme de fidélité utilisé pour promouvoir la propriété
de rang faible du tenseur sous-jacent. Par ailleurs, les termes R1(A) et R2(Z) visent à ren-
forcer la contrainte de continuité du facteur spectral et à améliorer le lissage par morceaux
le long du premier et deuxième mode, respectivement.

4.3.2 Le processus de minimisation

Le modèle proposé au niveau de l’équation (4.13) peut être reformulé par le problème de
minimisation suivant :

min f (A,Z,Y) = min
A,Z,Y

H(A,Z,Y)+R1(A)+R2(Z)+R3(Y) (4.16)

La fonction de coût qui doit être minimisée est la somme d’un certain nombre de fonc-
tions, dont certaines peuvent être non différentiables ou même non convexes. Ce type de pro-
blème peut être résolu à l’aide d’un algorithme de minimisation alternée proximale (PAM).
Ainsi, afin de résoudre le problème d’optimisation (4.16), nous mettons à jour A, Z , et nous
estimons Y séquentiellement comme suit :

Al+1 = argminA H (A,Zl,Yl)+R1(A)+
γ

2
∥A−Al∥2

F (4.17)

Zl+1 = argminZ H (Al+1,Z,Yl)+R2(Z)+
γ

2
∥Z−Zl∥2

F (4.18)

Yl+1 = argminY H (Al+1,Zl+1,Y)+R3(Y)+
γ

2
∥Y−Yl∥2

F (4.19)

où γ > 0 est le paramètre proximal.
Ce qui est encore équivalent à :{

Pl : argminA,Z Q(A,Z) = H (A,Z,Yl)+R1(A)+R2(Z)+ γ

2 ∥A−Al∥2
F + γ

2 ∥Z−Zl∥2
F

P2 : Yl+1 = argminY H (Al+1,Zl+1,Y)+R3(Y)+ γ

2 ∥Y−Yl∥2
F

(4.20)
Le problème (4.20) peut clairement être résolu en deux étapes. Les facteurs de faible di-
mension A et Z avec les priorités de lissage et de continuité sont conjointement étudiés via
la première étape en résolvant le problème P1. Par ailleurs, la résolution du problème P2
conduit à une deuxième étape qui consiste en la reconstruction du tenseur Y . Ainsi dans ce
qui suit nous développons le processus de minimisation de notre problème (4.20).

▶ Étape d’une Régularisation Bi-Facteurs basé sur la factorisation tensorielle : résolu-
tion du problème P1

Dans cette partie, nous expliquons la démarche de calcul des mises à jour de la matrice
et du tenseur incorporés dans le problème P1. Nous résolvons donc deux sous-problèmes.
Tout d’abord, nous mettons à jour la matrice A à l’itération (l +1), puis le tenseur sera mis
à jour Z va être mettre a jour également à l’itération (l +1).
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Sous-problème 1 : Estimation de la matrice de faible dimension A

Le sous-problème 1 est donné par :

argmin
A

1
2
∥Yl−Zl× 3A∥2

F +µ ∥D3A∥2
F +

γ

2
∥A−Al∥2

F (4.21)

Puisque le modèle dans (4.5) peut être réécrit sous sa forme matricielle équivalente comme
suit :

Y(3) = AZ(3) (4.22)

Alors, (4.21) est équivalent au problème de minimisation suivant :

argmin
A

1
2

∥∥∥Y(3)
l −AZ(3)

l

∥∥∥2

F
+µ ∥D3A∥2

F +
γ

2
∥A−Al∥2

F (4.23)

La fonction objectif du sous-problème ci-dessus est convexe et lisse, c’est-à-dire continu-
ment différentiable. Par conséquent, elle a une solution fermée obtenue en résolvant l’égalité
suivante :

∇AQ(A,Zl) = 0 (4.24)

Par conséquent, une solution peut être obtenue directement en résolvant l’équation de Syl-
vestre suivante :

AZ(3)
l

(
Z(3)

l

)T
+2µ(D3)TD3A+ γA = Y(3)

l

(
Z(3)

l

)T
+ γAl (4.25)

Enfin, en utilisant le théorème 5, nous pouvons donner de manière simple une solution du
sous-problème (4.21) comme suit :

Al+1 = FT
l ((1⊘Tl)⊙ (FlGUl))UT

l (4.26)

où
G =

(
Y(3)

)(
Z(3)

l

)T
+ γAl

et
Tl = (diag(Ψl) ,diag(Ψl) , . . . ,diag(Ψl))+ γ ones (d3,r)

+(diag(Σl) ,diag(Σl) , . . .diag(Σl))
T .

En effet, dans (4.25), on peut voir que la matrice DT
3 D3 est une matrice circulante et que

la matrice Z(3)
l

(
Z(3)

l

)T
est une matrice symétrique. Par conséquent, nous utilisons la trans-

formée de Fourier rapide (FFT) 1-D et la décomposition SVD pour diagonaliser DT
3 D3 et
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Z(3)
l

(
Z(3)

l

)T
, respectivement. C’est-à-dire :

DT
3 D3 = FT

l ΨlFl

Z(3)
l

(
Z(3)

l

)T
= UlΣlUT

l (4.27)

où Fl est la matrice de transformée de Fourier discrète (DFT) 1-D.

Sous-problème 2 : Estimation du tenseur de faible dimension Z

Après que la nouvelle matrice de faible dimension A ait été obtenue à l’itération (l +1),
nous pouvons mettre à jour le tenseur de faible dimension Zl+1 à l’itération (l + 1). Par
conséquent, dans cette partie nous nous intéressons à la résolution du sous problème suivant :

argmin
Z

1
2
∥Y−Z× 3Al+1∥2

F + τ

2

∑
i=1
∥Z×i Di∥1,1 +

γ

2
∥Z−Zl∥2

F (4.28)

Nous pouvons remarquer que le sous-problème (4.28) s’inscrit dans le cadre de la mé-
thode des multiplicateurs à direction alternée (ADMM) [ADMM1]. Ainsi, nous pouvons le
réécrire comme le problème sous contrainte suivant :

argmin
Z,Ml ,M2

1
2 ∥Y−Z× 3Al+1∥2

F + τ ∑
2
i=1 ∥Mi∥l,1 +

γ

2 ∥Z−Zl∥2
F

t.q. Z×i Di =Mi, i = 1,2
(4.29)

La forme concise de la fonction lagrangienne augmentée de (4.29) peut être exprimée comme
suit :

Lα (Z,Mi,Pi) =
1
2
∥Y−Z×3 Al+1∥2

F +
γ

2
∥Z−Zl∥2

F

+
2

∑
i=1

{
τ ∥Mi∥1,1 + ⟨Z×i Di−Mi,Pi⟩ +

α

2
∥Z×i Di−Mi∥2

F

}
(4.30)

où Pi(i = 1,2) sont les multiplicateurs de Lagrange et α > 0 est le paramètre de pénalité.
Par conséquent, ADMM transforme de manière itérative le problème (4.30) en trois sous
problèmes exprimés au niveau de l’équation suivante :

Zl+1,p+1 = argminZ Lα

(
Z,Mp

i ,P
p
i
)

Mp+1
i = argminMi

Lα

(
Zl+1,p+1,Mi,P p

i
)

P p+1
i =P p

i +α

(
Zl+1,p+1×i Di−Mp+1

i

) (4.31)

Nous résolvons donc respectivement Zl+1,p+1 et Mp+1
i dans (4.31). Pour Zl+1,p+1, nous
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résolvons le problème suivant :

argmin
Z

1
2
∥Y−Z× 3Al+1∥2

F +
γ

2
∥Z−Zl∥2

F +
2

∑
i=1

α

2

∥∥∥∥Z×i Di−Mp
i +

P p
i

α

∥∥∥∥2

F

qui peut être directement résolu par l’équation suivante :

Z×3

(
(Al+1)

T Al+1

)
+

2

∑
i=1

αZ×i
(
DT

i Di
)
+ γZ = G (4.32)

où

G =Y×3 (Al+1)
T +

2

∑
i=1

α

(
Mp

i −
P p

i
α

)
×i DT

i + γZl (4.33)

L’équation (4.32) peut être réécrite sous sa forme matricielle de la manière équivalente sui-
vante :

(Z(3))⊤
(
(Al+1)

T Al+1

)
+ γ(Z(3))T +α

[(
Id2⊗DT

l Dl
)
+
(
DT

2 D2⊗ Idl

)]
( Z(3))T = (G(3))T

(4.34)
Nous utilisons à nouveau le théorème 5 pour résoudre l’équation (4.34). Ainsi, comme[(

Id2⊗DT
l Dl
)
+
(
DT

2 D2⊗ Idl

)]
a une structure de bloc circulant, et la matrice (Al+1)

T Al+1
est une matrice symétrique. Ainsi, nous employons la FFT 2-D et la SVD pour diagonaliser[(

Id2⊗DT
l Dl
)
+
(
DT

2 D2⊗ Idl

)]
et (Al+1)

T Al+1, respectivement. Soit donc :[(
Id2⊗DT

l Dl
)
+
(
DT

2 D2⊗ Idl

)]
= FT

2 Ψ2F2 et (Al+1)
T Al+1 = U2Σ2UT

2

où F2 est la matrice DFT 2-D et U2 est une matrice unitaire. Par conséquent, nous pouvons
résoudre efficacement (4.34) comme suit :

Zl+1,p+1 = fold3

([
(F2)

T
(
(1⊘T2)⊙

(
F2(G(3))TU2

))
UT

2

]T
)

(4.35)

où T2 est définie comme suit :

T2 = (diag(Ψ2) ,diag(Ψ2) , . . . ,diag(Ψ2))+ γ ones (dld2,r)
+(diag(Σ2) ,diag(Σ2) , . . .diag(Σ2))

T .

Maintenant, pour l’estimation de Mp+1
i ;(i = 1,2), nous résolvons le problème suivant :

argmin
Mi, i=1,2

τ ∥Mi∥l,1 +
α

2

∥∥∥∥Zl+1,p+1×i Di−Mi +
P p

i
α

∥∥∥∥2

F
(4.36)

qui est obtenu directement par :

Mp+1
i = Sτ/α

(
Zl+1,p+1×i Di +

P p
i

α

)
(4.37)
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où Sβ (·) désigne l’opérateur de seuillage doux avec le seuil β , défini par :[
Sβ (x)

]
i j = sign

(
xi j
)

max
{(
| xi j | −β

)
,0
}

▶ Étape de reconstruction du tenseur : résolution du problème P2

La reconstruction du tenseur est l’étape finale de notre processus de complétion. Par
conséquent, le tenseur à estimer peut être reconstruit en utilisant les facteurs incorporés dans
la factorisation tensorielle proposée, et qui sont étudiés lors de la première étape. Nous trai-
tons donc le sous problème par rapport à Y suivant :

argmin
Y

1
2
∥Y−Zl+1× 3Al+1∥2

F + ι(Y)+
γ

2
∥Y−Yl∥2

F (4.38)

où ι(Y) est définie par l’équation (4.15). Maintenant, comme PΩc(F) = 0, nous pouvons
donner l’estimation du tenseur Y au moyen de l’équation suivante :

Yl+1 =PΩc

(
Zl+1×3 Al+1 + γYl

1+ γ

)
+F , (4.39)

où F représente les données observées.
Finalement, l’algorithme que nous proposons peut être résumé de la manière suivante.

Algorithm 7: Algorithme de complétion d’images hyperspectrales

— Entrées : le tenseur observé F , l’ensemble des index des entrées observées Ω ;

— Initialisation PΩ(Y) =F , A0, Z0

— Tant que la convergence n’est pas atteinte et que l < maxl Faire

Étape de la régularisation Bi-Facteurs basé sur la factorisation tensorielle
— mettre à jour Al+1 par l’équation (4.26)

— mettre à jour Zl+1 par l’équation (4.35)

Étape de reconstruction du tenseur

— mettre à jour le tenseur reconstruit Yl+1 par l’équation (4.39)

Renvoyer le tenseur Y

4.4 Simulations numériques

Dans cette section, nous testons les performances de notre méthode de complétion des
HSIs basée sur une factorisation tensorielle et une bi-facteurs régularisation (HC-BiFR) pro-
posée en menant des expériences approfondies sur des HSIs réelles. Nous échantillonnons
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aléatoirement quelques entrées des données d’origine et récupérons le tenseur entier avec
différents pourcentage de données dont on dispose par rapport au nombre total de données
(très connu en anglais sous le terme Sampling Rate (SR)). Afin d’évaluer de manière exhaus-
tive la méthode proposée, nous comparons notre algorithme avec trois méthodes différentes
de complétion tensorielle, à savoir TMac [220], ce modèle utilise uniquement une factori-
sation matricielle parallèle de rang faible de toutes les matrices dépliées le long de tous les
modes du tenseur. MF-TV [93] qui est aussi basée sur la factorisation matricielle parallèle
de rang faible avec une régularisation de variation totale TV sur le facteur correspondant au
troisième mode, et LRTC-TV [114], qui est une méthode de décomposition de Tucker et qui
intègre la variation totale sur l’image hyperspectale originale dans la complétion du tenseur
de rang faible. Tous les paramètres impliqués dans le modèle proposé sont soigneusement
ajustés en se basant sur des tests empiriques afin d’obtenir des performances optimales.
Dans cette section, nous utilisons trois images hyperspectrales publiques, nommées the Air-
borne Visible/Infrared Imaging Spectrometer (AVIRIS) Cuprite data1 et Pavia University
dataset2 dans lesquelles nous ne sélectionnons qu’une partie de (150×150×130), et (200×
200×103), respectivement. De même qu’un partie de la taille (145×145×130) du Indian
Pines Data Set 3. Deux indices de performance sont utilisés : le rapport signal sur bruit (En
anglais peak signal to noise ratio (PSNR)) et la similarité structurelle (structural similarity
(SSIM)), sont sélectionnés pour évaluer quantitativement la qualité globale des résultats re-
construits. Nous reportons les valeurs des indices de performance PSNR et SSIM obtenues
avec toutes les méthodes comparées dans le Tableau 4.1. Les meilleurs résultats obtenus sont
mis en évidence au moyen de gras. Nous pouvons observer que la méthode HC-BiFR que
nous proposons obtient des résultats globalement supérieurs à ceux de toutes les méthodes
comparées dans tous les tests effectués.

Les figures 4.1 et 4.2 montrent les résultats de complétion à la bande 77 pour un taux
d’échantillonnage de 15% et à la bande 73 pour un taux d’échantillonnage de 10% pour l’en-
semble de données réelles HSI PaviaU, dans laquelle les effets visuels, ainsi que les valeurs
PSNR/SSIM de chaque frame reconstruite par les quatre méthodes comparées sont incluses.
Il est évident que les résultats de TMac fournissent peu de détails tout au long du proces-
sus de reconstruction. Car TMac ne prend en compte que la propriété de faible dimension
sans aucune considération de contraintes sur les données à estimer. Cependant, nous pou-
vons voir que les sorties de LRTC-TV, qui intègrent la propriété de lissage dans le modèle
de complétion, présentent des zones floues visibles qui entraînent l’absence de certains dé-
tails. De plus, dans les résultats du modèle MF-TV, nous pouvons clairement observer que
différentes entrées sont manquantes. En outre, l’algorithme HC-BiFR proposé a une capacité
remarquable à compléter les informations manquantes. En plus de la qualité visuelle, notre
modèle démontre une supériorité dans les valeurs de PSNR et SSIM sur toutes les images
récupérées. En général, le HC-BiFR proposé présente de nombreux avantages par rapport
aux autres méthodes de complétion/reconstruction des informations locales.
De même, les figures 4.3, 4.5, 4.4 et 4.6 montrent les résultats de reconstruction à différentes
bandes des ensembles de donné Indian Pine et Cuprite, avec 90% et 85% d’éléments man-

1. http://lesun.weebly.com/hyperspectral-data-set.html
2. http://www.ehu.eus/ccwintco/index.php/Hyperspectral_Remote_Sensing_

Scenes#Pavia_Centre_and_University
3. http://www.ehu.eus/ccwintco/index.php/Hyperspectral_Remote_Sensin_

Scenes#Indian_Pines
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quants représentés par des données séparées, en incorporant les effets visuels et les valeurs
de PSNR/SSIM sur toutes les frames récupérées. La stratégie proposée offre des résultats
visuellement supérieurs à ceux des autres méthodes. De plus, comme on peut le constater,
dans la plupart des bandes des ensembles de données Indian Pine et Cuprite, les valeurs de
PSNR et SSIM obtenues par la méthode suggérée sont supérieures à celles obtenues par les
méthodes comparables.

TABLE 4.1 – Les valeurs de PSNR/SSIM obtenues par la reconstruction des images hyper-
spectrales Cuprite, PaviaU et indian Pine en utilisant différents pourcentage de SR. Pour
chaque test, quatre résultats sont fournis : TMac, MF-TV, LRTC-TV, et notre approche pro-
posée HC-BiFR.

SR 10% 20% 30% 40% 50%

Méthodes PSNR SSIM PSNR SSIM PSNR SSIM PSNR SSIM PSNR SSIM

Cuprite

TMac 32.315 0.7736 33.723 0.833 44.081 0.981 50.639 0.992 50.391 0.993
MF-TV 37.928 0.933 39.111 0.947 39.984 0.956 41.034 0.965 42.13 0.973
LRTC-TV 30.591 0.699 32.847 0.793 34.752 0.861 36.554 0.907 38.387 0.939
HC-BiFR 45.246 0.984 48.781 0.993 50.541 0.995 52.723 0.996 54.006 0.997

PaviaU

TMac 25.648 0.621 27.375 0.731 38.188 0.951 41.735 0.973 45.553 0.9857
MF-TV 31.760 0.703 38.01 0.896 42.04 0.964 43.723 0.977 45.176 0.981
LRTC-TV 24.645 0.627 27.845 0.768 30.005 0.845 31.866 96 0.8 33.823 0.931
HC-BiFR 41.203 0.974 45.520 0.984 47.701 0.988 49.088 0.991 50.366 0.993

Indian Pine

TMac 34.770 0.8147 35.936 0.853 37.508 0.896 39.059 0.925 40.146 0.941
MF-TV 36.774 0.822 40.610 0.927 42.058 0.947 43.16 0.959 44.399 0.968
LRTC-TV 34.645 0.7942 37.188 0.864 38.904 0.904 40.453 0.932 41.942 0.951
HC-BiFR 40.870 0.935 43.407 0.957 45.065 0.968 46.186 0.975 47.355 0.981

¨
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FIGURE 4.1 – Les résultats de complétion de l’ensemble des données PaviaU. La première
ligne est le résultat à la bande 73 avec un SR=10% et la deuxième ligne est le résultat à
la bande 77 avec un SR=15%. De gauche à droite : l’image originale, l’image incomplète,
l’image reconstruite par TMac, LRTC-TV, MF-TV, et au moyen de notre algorithme, respec-
tivement.

FIGURE 4.2 – La première ligne montre les valeurs PSNR et SSIM de toutes les bandes
récupérées de l’image hyperspectrale testée PaviaU avec un SR=10% obtenues par TMac,
LRTC-TV, MF-TV, et la méthode suggérée, respectivement. La deuxième ligne montre les
valeurs PSNR et SSIM de toutes les bandes récupérées de l’image hyperspectrale testée
PaviaU avec un SR=15% obtenues par TMac, LRTC-TV, MF-TV, et la méthode suggérée,
respectivement.
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FIGURE 4.3 – Les résultats de complétion de l’ensemble des données Indian Pine. La pre-
mière ligne est le résultat à la bande 51 avec un SR=10% et la deuxième ligne est le résultat
à la bande 51 avec un un SR=15%. De gauche à droite : l’image originale, l’image incom-
plète, l’image reconstruite par TMac, LRTC-TV, MF-TV, et au moyen de notre algorithme,
respectivement.

FIGURE 4.4 – La première ligne montre les valeurs PSNR et SSIM de toutes les bandes ré-
cupérées de l’image hyperspectrale testée Indian Pine avec un SR=10% obtenues par TMac,
LRTC-TV, MF-TV, et la méthode suggérée, respectivement. La deuxième ligne montre les
valeurs PSNR et SSIM de toutes les bandes récupérées de l’image hyperspectrale testée In-
dian Pine avec un SR=15% obtenues par TMac, LRTC-TV, MF-TV, et la méthode suggérée,
respectivement.
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FIGURE 4.5 – Les résultats de complétion de l’ensemble des données Cuprite. La première
ligne est le résultat à la bande 123 avec un SR=10% et la deuxième ligne est le résultat à
la bande 82 avec un SR=15%. De gauche à droite : l’image originale, l’image incomplète,
l’image reconstruite par TMac, LRTC-TV, MF-TV, et au moyen de notre algorithme, respec-
tivement.

FIGURE 4.6 – La première ligne montre les valeurs PSNR et SSIM de toutes les bandes
récupérées de l’image hyperspectrale testée Cuprite avec un SR=10% obtenues par TMac,
LRTC-TV, MF-TV, et la méthode suggérée, respectivement. La deuxième ligne montre les
valeurs PSNR et SSIM de toutes les bandes récupérées de l’image hyperspectrale testée
Cuprite avec un SR=15% obtenues par TMac, LRTC-TV, MF-TV, et la méthode suggérée,
respectivement.

81



CHAPITRE 4

4.5 Conclusion

Dans ce chapitre, nous avons proposé un modèle de complétion des images hyperspec-
trals HC-BiFR. Ainsi, en plus de l’information de faible rang garanti par la factorisation ten-
sorielle proposée, la contrainte de lissage par morceaux sur le facteur spatial et la contrainte
de corrélation sur le facteur spectral sont également exploitées. Le modèle proposé exploite
davantage certaines connaissances quant à la structure des images HSI et offre des avan-
tages majeurs pour la reconstruction des détails locaux, notamment pour mettre en valeur les
bords intéressants. Ceci a été illustré par des résultats expérimentaux sur plusieurs exemples
d’images HSIs réelles. Globalement, nous avons pu constater que l’approche proposée donne
de meilleurs résultats que les autres méthodes de complétion tensorielle classiques de la litté-
rature. Cela a été mis en évidence par des simulations numériques. Ensuite, dans le chapitre
suivant nous présentons également un autre problème de complétion tensorielle, et que nous
allons appliquer à des images couleur.
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COMPLÉTION DES TENSEURS DE RANG FAIBLE

EN UTILISANT UNE RÉGULARISATION À BASE

DE NORME NUCLÉAIRE TRONQUÉE AVEC

UNE VARIATION TOTALE NON CONVEXE

5.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85
5.2 Rappels mathématique préliminaires . . . . . . . . . . . . . . . . . 86
5.3 Approche proposée . . . . . . . . . . . . . . . . . . . . . . . . . . 89

5.3.1 Du l0-gradient dans le cas matriciel au l0-TV dans le cas
tensoriel . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89

5.3.2 Complétion tensorielle via TNNR avec un terme TV non
convexe . . . . . . . . . . . . . . . . . . . . . . . . . . . . 90

5.3.3 Processus de minimisation . . . . . . . . . . . . . . . . . . 92
5.4 Résultats numériques . . . . . . . . . . . . . . . . . . . . . . . . . 94
5.5 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98

Lors du processus d’acquisition d’une image couleur, des informations importantes peu-
vent être perdues en raison du bruit, d’une occlusion ou même d’un capteur défectueux. Par
conséquent, il arrive que l’on ait des images couleur avec des pixels manquants et/ou cor-
rompus. La nécessité d’un processus de reconstruction est donc d’un grand intérêt. Dans ce
chapitre, nous nous intéresserons particulièrement à un nouveau modèle de complétion ten-
sorielle dans lequel le point principal est de prédire les valeurs manquantes dans les images
couleur. Pour bénéficier de la structure lisse et de la propriété de préservation des bords des
images visuelles, nous proposons un modèle de complétion tensorielle qui cherche la parci-
monie du gradient via la norme l0. Le modèle proposé combine la norme nucléaire tronquée
qui garantit la propriété de rang faible et la variation totale non convexe pour exploiter effica-
cement la propriété de lissage. Plusieurs expériences ont été réalisées afin de démontrer les
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performances de la méthode que nous suggérons. Nous la comparons à d’autres approches
de complétion tensorielle au moyen de plusieurs indices de performances.
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5.1 Introduction

Plusieurs approches existantes d’approximation des matrices à faible rang traitent les
données d’entrée de manière bidimensionnelle. Plus précisément, lors de la récupération
d’une image couleur, les algorithmes sont appliqués à chaque canal individuellement, puis
les résultats sont combinés les uns avec les autres. Le fait que les informations structurelles
entre les canaux ne soient pas prises en compte révèle une déficience explicite. Des études
récentes considèrent une image couleur comme une donnée 3D et donc sa récupération se
formule comme un problème de complétion tensorielle de faible rang [16] [136] [212] [231].

Des études récentes sur le problème de complétion des images couleur portent sur une
combinaison de différents types de contraintes à priori. Pan et al. [154] ont proposé une
approche qui est capable d’explorer efficacement la parcimonie des données du tenseur au
moyen de la transformée en cosinus discrète (En anglais discrete cosine transform (DCT)).
Plus précisément, ils introduisent deux modèles de complétion tensorielle basés sur la DCT
ainsi que deux algorithmes pour leurs résolutions. Le premier est un problème de minimi-
sation de la norme nucléaire pondérée basé sur la DCT. Le second est problème résolvant
un modèle de complétion tensoriel basé sur la DCT. Dans [15], Bengua et al. ont suggéré
une approche basée sur le rang de format Train de Tenseurs (TT). Ils ont également suggéré
deux algorithmes pour résoudre les problèmes LRTC basés sur l’optimisation du rang d’un
TT. Le premier algorithme appelé complétion tensorielle de faible rang de format Train de
Tenseurs (TT) simple (SiLRTC-TT) résout un problème d’optimisation basé sur la norme
nucléaire TT. Le second algorithme, appelé la factorisation matricielle parallèle de rang bas
via tensor train (TMac- TT), utilise un modèle de factorisation matricielle mutilinéaire pour
approximer le rang TT d’un tenseur, en contournant la SVD. Jia et al. [94] ont également pré-
senté une méthode de complétion des images couleur à partir d’un sous-ensemble aléatoire
de leurs pixels corrompus. Leur analyse se focalise sur l’utilisation de la matrice quaternion
comme représentation d’images en couleur, ils proposent de résoudre un problème d’optimi-
sation convexe, qui minimise la norme nucléaire de la matrice quaternion, et la norme l1 des
entrées de la matrice quaternion creuse.

Comme nous l’avons mentionné avant, des études existantes ont proposé plusieurs dé-
finitions de la norme nucléaire tensorielle. Cependant, elles sont limitées et peuvent ne pas
approcher avec précision le rang réel d’un tenseur, et elles n’utilisent pas explicitement la
propriété de faible rang dans l’optimisation. Récemment, basé sur la nouvelle définition du
produit tenseur-tenseur (voir l’équation (35)), un nouveau schéma de décomposition tenso-
rielle, défini comme la décomposition en valeurs singulières des tenseurs (En anglais tensor
singular value decomposition t-SVD), a été proposé dans [99], qui possède certaines pro-
priétés qui sont similaires au cas matriciel. Par conséquent, Zhang et al. [232] ont défini la
norme nucléaire tubale (Tubal-NN) comme la somme des normes nucléaires de toutes les
tranches frontales dans le domaine de Fourier. Contrairement aux approches basées sur la
norme nucléaire qui minimisent la somme de toutes les valeurs singulières, des problèmes
de régularisation basée sur une norme nucléaire tronquée TNNR [89] ont été proposé. La
norme nucléaire tronquée TNNR est définie comme la norme nucléaire moins la somme des
r plus grandes valeurs singulières, de sorte que les informations (correspondant aux plus
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petites valeurs singulières) peuvent être filtrées et qu’une récupération très compétitive peut
être obtenue. La norme nucléaire tronquée s’est avérée être plus précise et plus robuste dans
l’approximation de la fonction du rang dans le cas des matrices et tenseurs [229] [89] [189]
[123][142].

Le terme de régularisation variation totale (TV) a été largement utilisé comme un terme
efficace pour explorer la structure de lissage par morceaux des données, en raison de sa pro-
priété avantageuse de préservation des bords. Bien qu’il ait été initialement proposé dans
les applications de débruitage [191], il a néanmoins été adapté avec succès à diverses appli-
cations. Pour les problèmes de complétion tensorielle de faible rang, un terme de variation
totale, défini par l1TV, a été introduit pour exploiter la régularité spectrale le long de la
troisième dimension [93] [95]. Ces méthodes ont atteint des performances remarquables.
Cependant, elles n’exploitent que le lissage spectral et ignorent la structure spatiale par mor-
ceaux présentée dans le premier et le deuxième mode. En outre, le modèle convexe -basé
sur l1TV pénalise les grandes amplitudes de gradient, ce qui peut influencer la préservation
des bords de l’image. Par conséquent, pour préserver efficacement plus d’informations, une
nouvelle TV basée sur la norme l0, notée par l0TV a été introduite dans [215].

Il excite moins de travaux exploitant le terme l0-gradient. Xu et al. [219] ont proposé
une méthode efficace basée sur une expression l0 parcimonie généralisée pour les problèmes
de défloutage des mouvements. En raison d’une fraction importante de pixels non nuls dans
les images avec plusieurs bandes, Xue et al. [223] ont étendu le l0-gradient ci-dessus en un
gradient faible et ont converti cette régularisation dans le cadre de la propriété rang bas.
Dans [214], Wang et al. ont développé le terme l0-gradient pour explorer les informations
de la structure spatiale et spectrale et ils l’ont combiné avec un modèle de décomposition
Tucker de rang faible. Cependant, les degrés de lissage de ces méthodes sont contrôlés par
un paramètre, qui est choisi par les utilisateurs. Pour pallier cette limitation, Ono [149] a
proposé une nouvelle projection de l0-gradient, qui utilise directement un paramètre pour
contrôler le degré de lissage.

Motivé par cela, nous développons un modèle hybride à travers lequel la priorité de rang
faible et la propriété de lissage sont étudiées dans le problème de complétion tensorielle
en combinant la norme nucléaire tronquée et la variation totale non convexe. Enfin, pour le
processus de minimisation nous développons un algorithme de minimisation alternatif qui
combine la méthode gradient proximal accéléré et une méthode de projection.

5.2 Rappels mathématique préliminaires

Dans cette section, nous introduisons quelques notations et définitions de base utilisées
dans le reste de ce chapitre. Comme nous l’avons déjà mentionné avant, il sera pratique de
décomposer un tenseur X ∈ RI1×I2×I3 d’ordre 3 en diverses coupes et d’avoir une indexation
sur ceux-ci. Les ièmes horizontales, latérales et frontales de X sont désignées par les nota-
tions inspirées de Matlab X (i, :, :), X (:, i, :) et X (:, :, i), respectivement. En outre, la coupe
frontale X (:, :, i) est notée comme suit X(i). Ici, une paire d’opérateurs de pliage (En anglais
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fold/unfold) sont définis comme suit :

unfold(X ) =


X(1)

X(2)

...
X(I3)

 , fold(unfold(X )) = X .

Pour donner la définition de la multiplication entre deux tenseurs, nous introduisons le
concept de conversion de X en une matrice circulante en bloc, définie comme suit :

bcirc(X ) =


X(1) X(I3) X(I3−1) . . . X(2)

X(2) X(1) X(I3) . . . X(3)

...
...

... . . . ...
X(I3) X(I3−1) X(I3−2) . . . X(1)

 ,
Ainsi, la définition de la multiplication entre deux tenseurs, notée par produit-T, est donné
par :

Définition 35 (Produit-T [99]) Soient X1 ∈RI1×I2×I3 et X2 ∈RI2×I4×I3 des tenseurs d’ordre
trois. Alors le produit tensoriel (produit-T) X1 ∗X2 est un tenseur de dimension I1× I4× I3

donné par :
X1 ∗X2 = fold(bcirc(X1).unfold(X2)). (5.1)

Définition 36 Soit X ∈ RI1×I2×I3 un tenseur donné. La transposée conjuguée de X , dési-
gnée par X T ∈ RI2×I1×I3 , est obtenue en transposant de manière conjuguée chaque tranche
frontale, puis en inversant l’ordre des tranches frontales transposées de 2 à I3.

Définition 37 Le tenseur Q est orthogonal au sens du produit-T si :

Q∗QT = QT ∗Q = I.

Définition 38 (Tenseur f-diagonal) Le tenseur X est appelé f-diagonal si chaque coupe
frontale de X est une matrice diagonale.

Nous définissons la décomposition en valeurs singulières d’un tenseur, notée par T-SVD.

Définition 39 (La décomposition en valeurs singulières d’un tenseur) Soit X ∈RI1×I2×I3

un tenseur d’ordre 3, la T-SVD est définie comme suit

X = U ∗S ∗VT , (5.2)

où U et V sont orthogonaux de dimensions I1× I1× I3 et I2× I2× I3, respectivement, et S
est un tenseur f -diagonal de dimension I1× I2× I3.
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Nous considérons la transformation de Fourier discrète (En anglais Discrete Fourier Trans-
formation (DFT)) des tenseurs. Pour un tenseur X , nous désignons par X̂ le résultat de la
DFT sur X le long de la 3ème dimension, c’est-à-dire en effectuant la DFT sur tous les
frames de X . En utilisant une commande Matlab définie par fft, on a X̂ . = fft(X , [ ],3).
De la même manière, nous pouvons calculer X à partir de X̂ en utilisant la fft inverse,
c’est-à-dire, X = ifft(X̂ , [ ],3). En plus, nous définissons X̂ ∈ RI1I3×I2I3 comme une matrice
diagonale par bloc dont le ième bloc sur la diagonale est la ième tranche frontale X̂(i) de X̂ .

La matrice circulante par blocs peut être diagonalisée par blocs dans le domaine de Fou-
rier, ce qui conduit à :

(FI3⊗ II1).bcirc(X ).(F∗I3
⊗ II2) = X̂.

où FI3 de dimension I3× I3 désigne la matrice de la transformée de Fourier discrète, ⊗ dé-
signe le produit de Kronecker, F∗ désigne la transposée conjuguée de F , et ”.” désigne le
produit matriciel standard.

Maintenant, nous définissons la norme nucléaire tronquée d’un tenseur (En anglais Ten-
sor Truncated nuclear norm (TTNN)),

Définition 40 (TTNN) Étant donné un tenseur X ∈ RI1×I2×I3 , la norme nucléaire tronquée
du tenseur, notée par ∥X∥r est définie comme la somme de min(I1, I2)−r valeurs singulières
minimales

∥X∥r =
min(I1,I2)

∑
i=r+1

σi(X ). (5.3)

Théorème 6 ([89]) Pour toute matrice donnée X ∈ Rn×m, et toute matrice A ∈ Rr×m, B ∈
Rr×n telles que AAT = Ir×r, BBT = Ir×r, et tout r positif (r < min(n,m)), on a

tr
(
AXBT)≤ min(n,m)

∑
i=r+1

σi(X) (5.4)

D’après le théorème 6, et les définitions (40) et (39), la norme nucléaire tronquée d’un tenseur
(5.3) précédent peut être reformulée comme suit :

∥X∥r = ∥X̂(1)∥r =
min(I1,I2)

∑
i=r+1

σi(X̂
(1)
) = ∥X̂(1)∥∗ −

r

∑
i=1

σi(X̂
(1)
),

= ∥X̂(1)∥∗ − max
Â(1)

(Â(1)
)T=I

Q̂(1)
(Q̂(1)

)T=I

tr(Â(1)X̂(1)
(Q̂(1)

)T ),

= ∥X∥∗ − max
A∗AT=I
Q∗QT=I

tr(A∗X ∗QT ).
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Définition 41 (La pseudo-norme mixte l1,0 [149]) Pour un vecteur donné y∈Rm et des en-
sembles d’indices s1, . . . ,si, . . . ,sn, (1≤ n≤ m) qui satisfont les propriétés suivantes

— chaque si est un sous-ensemble de 1, . . . ,m,

— si∩ sl = /0 pour tout i ̸= l

— ∪n
i=1si = 1, . . . ,m

La pseudo-norme mixte l1,0 de y est définie comme suit :

∥y∥s
1,0 =

∥∥(∥ys1∥1 , . . . ,∥ys1∥1 , . . .∥ysn∥1
)∥∥

0 (5.5)

où ysi désigne un sous-vecteur de y dont ses entrées sont spécifiées par si et ∥ · ∥0 calcule le
nombre d’entrées non nulles dans (·).

Définition 42 (Fonction indicatrice) Soit B un opérateur donné et γ un entier fixe positif,
la fonction indicatrice de la pseudo-norme mixte l1,0 est définie comme suit

I∥B·∥s
1,0
(y) =

{
0, ∥By∥s

1,0 ≤ γ

∞, otherwise
(5.6)

5.3 Approche proposée

Nous introduisons un modèle de complétion tensorielle à faible rang basé sur TNNR. De
plus, un terme de régularisation TV nonconvexe est inclus pour améliorer les composantes
importantes dans les données considérées. Avant de présenter le nouveau modèle de com-
plétion tensorielle basé sur le terme l0TV et le terme TNNR, nous allons d’abord passer en
revue le terme l0TV.

5.3.1 Du l0-gradient dans le cas matriciel au l0-TV dans le cas tensoriel

Le terme de pénalité l0-gradient est devenu un outil puissant pour assurer la propriété de
préservation des bords en contrôlant globalement le nombre de gradients non nuls [215]. Le
terme l0-gradient d’une matrice Z ∈ Rh,v est défini par :

l0TV(Z) = ∑C (∥D1Z∥1 +∥D2Z∥1)

=
h

∑
i

v

∑
j

C
(∣∣Zi+1, j−Zi, j

∣∣+ ∣∣Zi, j+1−Zi, j
∣∣) (5.7)

où D1 et D2 sont les opérateurs différentiels linéaires du premier ordre dans la première et
la deuxième direction de l’image. C(Z) est une fonction binaire qui compte le nombre de
gradients non nuls et qui vérifie :

C(Z) :=
{

1, si Z ̸= 0
0, sinon (5.8)
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Maintenant, en étendant cette définition du l0-gradient au cas tensoriel, la définition de-
vient pour un tenseur d’ordre 3 donné Z ∈ Rh,v,b comme suit :

l0TV(Z) =
h

∑
i

v

∑
j

C

(
b

∑
k

(∣∣Zi+1, j,k−Zi, j,k
∣∣+ ∣∣Zi, j+1,k−Zi, j,k

∣∣)) (5.9)

où les valeurs des gradients sont définies comme suit :

{
Zi, j+1,k− Zi, j,k = 0, si i = h
Zi+1, j,k−Zi, j,k = 0, si j = v (5.10)

Ici, le terme l0TV(X ) compte les valeurs non-nulle de l’information de différence spatiale à
l’aide de l’information du troisième mode. En utilisant la définition 41, une autre formulation
de l0TV devient :

l0TV(Z) = ∥BDZ∥s
1,0 (5.11)

où l’opérateur D est l’opérateurs différentiel linéaire du premier ordre dans la première
et la deuxième direction. L’opérateur B force les valeurs des gradients à être nulles lorsque
i = h et j = v.

5.3.2 Complétion tensorielle via TNNR avec un terme TV non convexe

Avant de présenter notre modèle de complétion, nous allons tout d’abord donner une
brève introduction au modèle de complétion tensorielle via TNNR.

▶ Modèle de complétion tensorielle via TNNR

Étant donné un tenseur M ∈ RI1×I2×I3 avec des élément manquantes 1, le problème de
complétion tensorielle via la norme nucléaire tronquée ∥X∥r est formulé comme suit :

min
X
∥X∥∗ − max

A∗AT=I
Q∗QT=I

tr(A∗X ∗QT )

t.q ∥PΩ(X )−PΩ(M)∥F ≤ ε.

(5.12)

où A et Q sont mis à jour à chaque itération en utilisant la décomposition en valeurs sin-
gulières du tenseur à calculer X . Nous définissons l’opérateur de sélection des r premières
colonnes dans la deuxième dimension de U et V , avec la notation inspirée par Matlab, utili-
sée également pour la mise à jour de A et Q à chaque itération,

A = U(:,1 : r, :)T , Q = V(:,1 : r, :)T . (5.13)

1. PΩ(M) est F défini dans le chapitre précédent.
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Le tenseur X peut être mis à jour en minimisant la fonction objectif suivante :

min
X
∥X∥∗ − tr(A∗X ∗QT )

s.t ∥PΩ(X )−PΩ(M)∥F ≤ ε.
(5.14)

Maintenant nous allons présenter le modèle que nous proposons. Ainsi, comme nous l’avons
déjà mentionné, nous développons dans ce chapitre un nouvel algorithme de complétion ten-
sorielle (En anglais tensor compltion (TC)), plus particulièrement la complétion des images
couleur, en utilisant une combinaison de TNNR et un terme de régularisation TV non convexe,
que l’on nomme TC-l0TV.

▶ Complétion tensorielle via TNNR-l0TV

La formulation proposée pour le modèle suggéré peut être exprimée par le problème
d’optimisation suivant :

min
X

µ

2
∥PΩ(X )−PΩ(M)∥2

F − tr
(
A∗X ∗QT)+∥X∥∗

s.t. ∥BDX∥s
1,0 ≤ γ

(5.15)

Tout d’abord, une variable auxiliaire W est introduite, nous réécrivons donc notre pro-
blème (5.15) pour obtenir le problème équivalent suivant :

min
W ,X

µ

2
∥PΩ(X )−PΩ(M)∥2

F − tr
(
A∗X ∗QT) + ∥X∥∗ + I∥B·∥s

1,0
(W)

s.t. W = DX
(5.16)

Ce qui est également équivalent au problème basique suivant :

min
W ,X

µ

2
∥PΩ(X )−PΩ(M)∥2

F−tr
(
A∗X ∗QT)+ ρ

2
∥W−DX∥2

F + ∥X∥∗+I∥B·∥s
1,0
(W)

(5.17)

5.3.3 Processus de minimisation

Pour résoudre le problème mentionné précédemment, nous proposons une méthode alter-
née basée sur une méthode de gradient proximal accéléré [146] et une méthode de projection.
L’algorithme du gradient proximal accéléré applique alternativement la méthode du gradient
proximal à chaque sous-problème. Tandis que nous considérons la méthode de projection
pour calculer la variable auxiliaire que nous avons introduite dans le paragraphe précédent.
La fonction objectif est la somme d’une fonction lisse et d’une fonction convexe. Ainsi, soit
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f la fonction lisse définie comme suit :

f (X ,W) =
µ

2
∥PΩ(X )−PΩ(M)∥2

F − tr
(
A∗X ∗QT) + ρ

2
∥W−DX∥2

F (5.18)

Par conséquent, notre problème original est équivalent au problème de minimisation sui-
vant :

min
W ,X

f (X ,W) + ∥X∥∗+ I∥B·∥s
1,0
(W) (5.19)

Étape 1 : Estimation du tenseur X

La méthode du gradient proximal accéléré (En anglais Accelerated Proximal Gradient
(APG)) utilise la méthode proposée par Nesterov pour accélérer la convergence du gradient
proximal [147]. Au lieu de faire des approximations quadratiques autour de X , la méthode
APG fait l’approximation par rapport à une autre variable Y qui est une combinaison linéaire
de X . Une modification aussi simple donnera un taux de convergence de O(1/k2). Pour
plus de détails, le lecteur pourra consulter [146] [12]. Par conséquent, l’estimation de X à
l’itération k+1 est obtenue de manière itérative en utilisant le schéma accéléré du gradient
proximal suivant :


tk =

1+
√

4t2
k−1+1

2
wk =

tk−1−1
tk

Yk =Xk +wk (Xk−Xk−1)

Xk+1 = prox∥.∥∗
ρ̃

(
Yk− ρ̃−1∇Yk f (Yk,Wk)

) (5.20)

Où ρ̃ = µ

ρ
, et nous avons facilement ∇X f (X ,W) = µ(PΩ(X ) − PΩ(M))−AT

k ∗Qk +

ρDT (Wk−DX )

En outre, nous désignons par prox∥.∥∗ l’application proximale définie par :

Prox∥.∥∗
ρ̃

(Z) = argmin
X

1
2
∥X − Z∥2

F + ρ̃ ∥X∥∗

L’opérateur proximal du terme de régularisation de la norme nucléaire est donné par
l’opérateur de seuillage des valeurs singulières, désigné par Dρ̃(X ).

Dρ̃(X ) = U ∗Sρ̃(S)∗VT . (5.21)

où Sρ̃ est l’opérateur de seuillage doux. Dans le cas tensoriel, le seuillage est appliqué
sur chaque coupe frontale du tenseur donné X ∈ RI1×I2×I3 à savoir,
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Sτ(X ) = ifft(Sτ(X̂ )), (5.22)

où
Sτ(X̂

(i)
) = diag(max{σi− τ,0}1≤i≤r), i = 1,2, ..., I3. (5.23)

Étape 2 : Estimation de la variable auxiliaire W

Maintenant, le sous-problème de W peut être comme le problème de minimisation sous
contrainte suivant :

min
W
∥W − Xk+1∥2

F

s.t. ∥BW∥s
1,0 ≤ γ

(5.24)

où X k+1 le tenseur reconstruit à l’itération k+1 dans l’étape de gradient accéléré.

La résolution du problème (5.24) est effectuée grâce à la proposition suivante.

Proposition 5 ([149]) Définissons y ∈ Rm comme un vecteur connu, et γ comme un entier
non-négatif. Soit W une matrice binaire diagonale connue, et soit s1, . . . ,si, . . . ,sn(1 ≤ n ≤
m) des ensembles d’indices satisfaisant les conditions de la définition 41. Sans perte de
généralité, Wy =

(
yT

s1
. . .yT

sn

)T sont supposés. ys1 . . .ysn sont triés par ordre décroissant, à

savoir
∥∥∥ys⃗1

∥∥∥
2
>
∥∥∥ys⃗2

∥∥∥
2
> .. . >

∥∥ys⃗n

∥∥
2, où ys⃗1

. . .ys⃗n sont obtenus avec le nouvel ordre, et les

ensembles d’indices originaux i ont i⃗ qui leur correspond un par un.

Dans le problème suivant :

z⋆ ∈ argmin
z∈Rm

∥y− z∥2 t.q ∥Wz∥s
1,0 ≤ α

l’une des solutions optimales est donnée par :

z⋆ =

y, si ∥Wy∥s
1,0 ≤ α,(

y⊤s⃗1
· · ·y⊤s⃗n

)⊤
+(I−W)y, si ∥Wy∥s

1,0 > α,

où

y⊤s⃗k
:=

{
y⊤sk

, si k ∈ {(1), . . . ,(α)},
0, si k ∈ {(α +1), . . . ,(n)}

Enfin, notre algorithme peut être résumé comme suit.
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Algorithm 8: Algorithme de complétion des images couleur

— Entrées le tenseur M avec des données incomplètes, l’ensemble des indices des
entrées observées Ω ;

— Initialisation X0 =M, t0, w0,µ et ρ

— Tant que la convergence n’est pas atteinte et k < maxk Faire
Étape de gradient accéléré :

— mettre à jour Xk+1 donné par le schéma (5.20)

Étape de projection

— mettre à jour Wk+1 par la résolution du problème (5.24)

Renvoyer tenseur X

5.4 Résultats numériques

Dans cette section, nous évaluons la performance de reconstruction sur des images cou-
leur de l’algorithme de complétion proposé. Les images Parthenon, House et Papper sont
choisies pour nos tests. Les valeurs manquantes sont tirées de manière aléatoire. Nous com-
parons notre méthode avec trois méthodes de complétion tensorielle, notamment T-TNN
[224], LRTC [125], et MF-TV [93].

Le rapport signal sur bruit (PSNR) et la similarité structurelle (SSIM) sont des critères
couramment utilisés pour évaluer quantitativement la qualité globale des résultats recons-
truits par les différents algorithmes. Les valeurs PSNR et SSIM les plus élevées impliquent
généralement un meilleur résultat de reconstruction.

Le tableau 5.1 présente les valeurs de PSNR et SSIM obtenues avec toutes les méthodes
comparées sur les trois images choisies avec 90 %, 80 %, 70 %, et 60 % de pixels man-
quants. Les résultats de PSNR et SSIM les plus élevés sont indiqués en gras. On peut consta-
ter que notre algorithme TC-l0TV obtient les meilleurs résultats de reconstruction sur la
grande majorité des images quel que soit le pourcentage de données manquantes considéré.
En moyenne, notre algorithme TC-l0TV surpasse les autres méthodes de complétion ten-
sorielle de manière significative et obtient des améliorations en terme de qualité visuelle
des images reconstruites. Les figures 5.1, 5.2 et 5.3 montrent une comparaison visuelle des
images de reconstruction avec 70 % de pixels manquants. Comme on peut le voir, notre mé-
thode et la méthode T-TNN, qui s’appuient toutes deux sur la propriété de faible rang via la
norme nucléaire tronquée, conduisent aux meilleurs résultats visuels. Alors que T-TNN est
proche à notre approche en terme de qualité visuelle, notre reconstruction génère beaucoup
moins d’artefacts visuels que T-TNN. Car cette dernière ne prend en compte que la propriété
de faible rang sans aucune considération de contraintes sur les données a estimer, ce qui
montre l’utilité de l’ajout du terme de régularisation l0TV dans le modèle de complétion. En
plus, on peut voir que les résultats de MF-TV fournissent peu de détails tout au long du pro-
cessus de reconstruction. De même, on peut remarquer l’absence de quelques pixels lors de
la reconstruction en utilisant la méthode LRTC. Nos résultats sont bien meilleurs que ceux
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obtenues par les autres méthodes, tant en qualité visuelle qu’en termes des valeurs PSNR et
SSIM.

TABLE 5.1 – Les valeurs de PSNR/SSIM obtenues par la reconstruction des images couleur
Parthenon, House et Papper en utilisant différents pourcentage (SR) (10%, 20%, 30%, et
40%.). Pour chaque test, quatre résultats sont fournis : T-TNN, LRTC, MF-TV, et notre
approche proposée.

SR 10% 20% 30% 40%

Methods PSNR SSIM PSNR SSIM PSNR SSIM PSNR SSIM

Parthenon

T-TNN 20.91 0.3568 23.98 0.5446 26.18 0.6643 28.06 0.7601
LRTC 20.22 0.3129 23.56 0.4951 25.85 0.6242 27.66 0.7229

MF-TV 16.96 0.2636 19.28 0.3246 23.92 0.5107 29.33 0.7563
TC-l0TV 21.29 0.3701 24.13 0.5572 26.18 0.6722 28.26 0.7564

House

T-TNN 20.34 0.3817 24.81 0.6241 27.92 0.7538 30.32 0.8295
LRTC 19.77 0.3533 24.54 0.6037 27.61 0.7380 30.10 0.8208

MF-TV 9.378 0.0496 17.68 0.3116 26.68 0.7640 28.33 0.8553
TC-l0TV 20.59 0.4112 25.18 0.6142 28.12 0.7651 30.63 0.8297

Papper

T-TNN 18.78 0.3874 22.81 0.6289 25.71 0.7616 28.43 0.8521
LRTC 18.39 0.3689 22.60 0.6180 25.47 0.7520 28.56 0.8472

MF-TV 8.259 0.0608 13.76 0.2140 20.86 0.5117 28.75 0.8264
TC-l0TV 19.86 0.4241 23.30 0.6377 26.16 0.7734 28.75 0.8608

5.5 Conclusion

Dans ce chapitre, nous avons considéré un nouveau modèle de complétion d’images cou-
leur en introduisant un terme de régularisation de variation totale non convexe, afin d’estimer
et d’améliorer globalement les contours importants. En outre, nous avons intégré la norme
nucléaire tronquée pour présenter la propriété de rang faible des méthodes de complétion
tensorielle. L’idée principale est d’incorporer la norme l0 sur les images de différence spa-
tiale sans ignorer l’information spectrale. Pour montrer l’efficacité de l’algorithme proposé
sue les images couleur, différentes simulations numériques ont été réalisées sur un tenseur
d’ordre trois. La méthode proposée a démontré une amélioration considérable en terme de
qualité visuelle et quantitative.
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FIGURE 5.1 – Résultats de la comparaison visuelle de l’image House récupérée. De gauche à
droite et en bas, l’image originale, l’image incomplète avec 70% de pixels manquants, les ré-
sultats reconstruits par T-TNN, LRTC, MF-TV, et notre algorithme proposé respectivement.

FIGURE 5.2 – Résultats de la comparaison visuelle de l’image Parthenon récupérée. De
gauche à droite et en bas, l’image originale, l’image incomplète avec 70% de pixels man-
quants, les résultats reconstruits par T-TNN, LRTC, MF-TV, et notre algorithme proposé
respectivement.
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FIGURE 5.3 – Résultats de la comparaison visuelle de l’image Papper récupérée. De gauche
à droite et en bas, l’image originale, l’image incomplète avec 70% de pixels manquants, les
résultats reconstruits par T-TNN, LRTC, MF-TV, et notre algorithme proposé respective-
ment.
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CONCLUSION GÉNÉRALE ET PERSPECTIVES

Au cours de ce travail de thèse nous avons développé différentes contributions, dans trois
directions majeures, à savoir l’amélioration de nouveaux modèles, dans lesquels nous in-
troduisons différentes décompositions tensorielles, ainsi que certaines contraintes validées
par différents termes de régularisation. La deuxième direction concerne le développement
des algorithmes d’optimisation déterministes utilisés dans le processus de résolution des
modèles suggérés, ainsi que la dérivation d’algorithmes efficaces. Ensuite, de nombreuses
applications ont été considérées afin de démontrer l’efficacité de nos algorithmes. De même
différentes données multidimensionnelles ont été traitées dans ces applications. Dans la pre-
mière contribution, nous avons considéré un problème de décomposition de tenseurs d’ordre
N, à savoir la décomposition CP. Ce problème inverse consiste à factoriser un tenseur d’ordre
N en une somme minimale de tenseurs de rang 1. Puisque ce problème inverse est souvent
mal posé, l’utilisation de la contrainte de non-négativité, en plus d’une contrainte de parci-
monie sur les matrices facteur de la décomposition CP permet de surmonter cette difficulté
et garantit l’existence de la solution. Par ailleurs, dans l’application de l’analyse des données
de spectroscopie de fluorescence, les spectres et les concentrations des variables latentes
sont généralement non-négatifs, et donc peuvent être modélisés par une décomposition CP
non-négative. Par conséquent, nous avons développé un algorithme original Primal-Dual, ce
qui nous a permis de dériver un nouvel algorithme CP-PDPG, insensible aux problèmes de
surestimation. Nous avons également prouvé sa convergence théorique sous des conditions
légères. Enfin, nos résultats sont validés à travers l’analyse des données de spectroscopie
de fluorescence. Dans la deuxième contribution, nous avons présenté un nouveau modèle
de complétion tensorielle de faible rang, dans lequel nous avons appliqué la factorisation
décomposant le tenseur comme le produit tenseur-matrice mode-3 d’un tenseur de faible
dimension et une matrice de faible dimension. Une combinaison des propriétés de lissage
par morceaux et la contrainte de cohérence entre les bandes spectrales conduisant à une
double régularisation, a été également incorporée dans le modèle suggéré. La réalisation
de certaines simulations numériques sur des images HSIs avec des données manquantes en
utilisant notre algorithme a montré l’efficacité de notre approche. Finalement, une dernière
contribution a été présentée, dans laquelle nous nous sommes intéressés au développement
d’un algorithme de minimisation alternatif, combinant un algorithme du gradient proximal
accéléré pour une étape convexe et un opérateur de projection pour une étape non convexe.
A cet égard, nous avons proposé un nouveau modèle de complétion tensorielle qui combine
la norme nucléaire tronquée et la variation totale non convexe. Enfin, l’application de notre
algorithme aux images couleurs avec des données manquantes a permis d’efficacement pré-
dire les valeurs manquantes, de bénéficier de la structure lisse, et de préserver les bords des
images couleurs. Cependant, l’un des inconvénients des méthodes suggérées tout au long
de ce manuscrit, est le fait qu’elles peuvent s’avérer toujours très difficile de régler les pa-
ramètres de régularisation, Ces paramètres doivent toujours être choisis arbitrairement par
les utilisateurs finaux. Une autre limitation qui peut être également rencontrée durant le trai-
tement de ces méthodes, est que parfois lorsque des données réelles sont considérées, ces
méthodes peuvent devenir très coûteuses en terme de temps de calcul.

Nos recherches futures concerneront l’extension de l’analyse théorique des approches
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étudiées tout au long de cette thèse à d’autres types de décomposition (Tucker, termes-blocs,
etc.), et leur adaptation à d’autres problèmes de données manquantes. Nous étudierons égale-
ment d’autres méthodes d’optimisation afin de concevoir des versions accélérées qui donnent
de meilleurs taux de convergence. D’autres tests pourraient être effectués pour mieux exploi-
ter la richesse des approches présentées : autres types de termes de régularisation, opérateurs
de seuillages pondérés, etc. Un moyen d’automatiser le processus de recherche des para-
mètres de régularisation serait également très intéressant.
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Annexe A

Les étapes de notre preuve sont très similaires à l’analyse fournie par N. Angelia et
O. Asuman dans [145] dans le contexte de la dualité lagrangienne, où ils considèrent un
problème d’optimisation primal convexe et son dual lagrangien. Ensuite, avant de prouver le
théorème 4, nous énoncerons le lemme suivant :

Lemme 2 Soient {A(n)
k } et {Y(n)

k } les suites générées par l’algorithme du sous-gradient. On
a alors :

1. Pour tout A(n) ∈U et pour tout k ≥ 0,

∥ A(n)
k+1−A(n) ∥2≤∥ A(n)

k −A(n) ∥2 −2σ
(n)
(

g(A(n)
k ,Y(n)

k )−g(A(n),Y(n)
k )
)

+(σ (n))2 ∥ ∂A(n)g(A(n)
k ,Y(n)

k ) ∥2

2. Pour tout Y(n) ∈V ∗ et pour tout k ≥ 0,

∥ Y(n)
k+1−Y(n) ∥2≤∥ Y(n)

k −Y(n) ∥2 +2τ
(n)
(

g(A(n)
k ,Y(n)

k )−g(A(n)
k ,Y(n))

)
+(τ(n))2 ∥ ∂Y(n)g(A(n)

k ,Y(n)
k ) ∥2

Preuve 2 En ce qui concerne la première inégalité du lemme 2, pour tout A(n)
k ∈U et

tout k ≥ 0.

Concernant la première inégalité du lemme 2, pour tout A(n)
k ∈U et toute k ≥ 0

∥ A(n)
k+1−A(n) ∥2 =∥ PU{A(n)

k −σ
(n)

∂A(n)g(A(n)
k ,Y(n)

k )}−A(n) ∥2

≤∥ A(n)
k −σ

(n)
∂A(n)g(A(n)

k ,Y(n)
k )−A(n) ∥2

=∥ A(n)
k −A(n) ∥2 −2σ

(n)(A(n)
k −A(n))T

∂A(n)g(A(n)
k ,Y(n)

k )

+(σ (n))2 ∥ ∂A(n)g(A(n)
k ,Y(n)

k ) ∥2

Puisque la fonction g(A(n),Y(n)) est convexe par rapport A(n) pour chaque Y(n) ∈V ∗,
et comme ∂A(n)g(A(n)

k ,Y(n)
k ) est le sous-gradient de g(A(n),Y(n)

k ) par rapport à A(n)
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avec A(n) = A(n)
k , nous obtenons pour tout A(n)

∂A(n)g(A(n)
k ,Y(n)

k )T (A(n)−A(n)
k )≤ g(A(n),Y(n)

k )−g(A(n)
k ,Y(n)

k )

ou de manière équivalente

−∂A(n)g(A(n)
k ,Y(n)

k )T (A(n)
k −A(n))≤ g(A(n)

k ,Y(n)
k )−g(A(n),Y(n)

k )

Par conséquent, pour tout A(n)
k ∈U et tout k ≥ 0,

∥ A(n)
k+1−A(n) ∥2 ≤∥ A(n)

k −A(n) ∥2 −2σ
(n)(g(A(n),Y(n)

k )−g(A(n)
k ,Y(n)

k ))

+(σ (n))2 ∥ ∂A(n)g(A(n)
k ,Y(n)

k ) ∥2

1.2. De la même manière, et en utilisant la concavité de la fonction g(A(n),Y(n)) par rap-
port à Y(n) pour chaque A(n) ∈ U, nous pouvons établir la deuxième inégalité du
Lemme 2.

Maintenant, nous allons donner la preuve du Lemme 1 :

Preuve 3 En utilisant le premier point du lemme 2 et l’hypothèse de bornitude de
∂A(n)g(A(n)

k ,Y(n)
k ), nous avons pour tout A(n) ∈U et tout i≥ 0,

∥ A(n)
i+1−A(n) ∥2≤∥ A(n)

i −A(n) ∥2 −2σ
(n)
(

g(A(n)
i ,Y(n)

i )−g(A(n),Y(n)
i )
)
+(σ (n))2L2

par conséquent,

g(A(n)
i ,Y(n)

i )−g(A(n),Y(n)
i )≤ 1

2σ (n)

(
∥ A(n)

i −A(n) ∥2 − ∥ A(n)
i+1−A(n) ∥2

)
+

σ (n)L2

2

Faisons maintenant la somme de la dernière relation de i = 0, . . . ,k−1, nous obtenons pour
tout A(n) ∈U et i≥ 1,

k−1

∑
i=0

(
g(A(n)

i ,Y(n)
i )−g(A(n),Y(n)

i )
)
≤ 1

2σ (n)

(
∥ A(n)

0 −A(n) ∥2 − ∥ A(n)
k −A(n) ∥2

)
+

kσ (n)L2

2
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ce qui implique que :

1
k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )− 1
k

k−1

∑
i=0

g(A(n),Y(n)
i )≤

∥ A(n)
0 −A(n) ∥2

2σ (n)k
+

σ (n)L2

2

Comme la fonction g(A(n),Y(n)) est concave par rapport Y(n) pour toute A(n) ∈U fixe, on a,

1
k

k−1

∑
i=0

g(A(n),Y(n)
i )≤ g(A(n), Ŷ

(n)
i )

En combinant les deux relations précédentes, nous obtenons pour tout A(n) ∈U et k ≥ 1,

1
k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(A(n), Ŷ
(n)
k )≤

∥ A(n)
0 −A(n) ∥2

2σ (n)k
+

σ (n)L2

2

établissant ainsi la relation (3.31).

De la même manière, en utilisant le deuxième point du Lemme 2, la convexité de la
fonction g par rapport à A(n) et l’hypothèse de bornitude de ∂Y(n)g(A(n)

k ,Y(n)
k ), nous pouvons

établir la deuxième relation (3.32) dans le lemme 2.

Maintenant, nous allons établir la preuve du théorème 4.

Preuve 4 Utilisant A(n) = A(n)
∗ et Y(n) = Y(n)

∗ dans les relations (3.31) et (3.32), respective-
ment, nous obtenons pour tout k ≥ 1 :

1
k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(A(n)
∗ , Ŷ

(n)
k )≤

∥ A(n)
0 −A(n)

∗ ∥2

2σ (n)k
+

σ (n)L2

2

−
∥ Y(n)

0 −Y(n)
∗ ] ∥2

2τ(n)k
− τ(n)L2

2
≤ 1

k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(Â
(n)
k ,Y(n)

∗ )

comme U et V ∗ sont des espaces convexes, donc Â
(n)
k ∈U et Ŷ

(n)
k ∈V ∗ pour tout k ≥ 1. Par

conséquent, la relation de point-selle (5.16), nous avons

g(A(n)
∗ , Ŷ

(n)
k )≤ g(A(n)

∗ ,Y(n)
∗ )≤ g(Â

(n)
k ,Y(n)

∗ )

En combinant les trois relations précédentes, nous obtenons donc,

−
∥ Y(n)

0 −Y(n)
∗ ∥2

2τ(n)k
− τ(n)L2

2
≤ 1

k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(A(n)
∗ ,Y(n)

∗ )≤
∥ A(n)

0 −A(n)
∗ ∥2

2σ (n)
+

σ (n)L2

2
(5.25)

De plus, comme Â
(n)
∈U et Ŷ

(n)
∈V ∗ pour tout k ≥ 1, utilisant le lemme 2 avec A(n) = Â

(n)
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et Y(n) = Ŷ
(n)

, nous obtenons pour tout k ≥ 1,

1
k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(Â
(n)
k , Ŷ

(n)
k )≤

∥ A(n)
0 − Â

(n)
k ∥2

2σ (n)k
+

σ (n)L2

2

−
∥ Y(n)

0 − Ŷ
(n)
k ∥2

2τ(n)k
− τ(n)L2

2
≤ 1

k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )−g(Â
(n)
k , Ŷ

(n)
k )

En multipliant par −1 les relations précédentes et en les combinant, on obtient finalement :

−
∥ A(n)

0 − Â
(n)
k ∥2

2σ (n)k
− σ (n)L2

2
≤ g(Â

(n)
k , Ŷ

(n)
k )− 1

k

k−1

∑
i=0

g(A(n)
i ,Y(n)

i )≤

∥ A(n)
0 − Â

(n)
k ∥2

2σ (n)
+

σ (n)L2

2
(5.26)

En utilisant cette dernière relation ainsi que (5.25), nous démontrons finalement le résultat
énoncé par le théorème de convergence 4.

Annexe B

Dans cette annexe, nous fournissons la preuve de la proposition 4. Tout d’abord, nous avons
besoin des résultats suivants :

Lemme 3 Soit z ∈ Rn, un vecteur x ∈ Z égale à PZ{z} si et seulement si :

< y−x,z−x >≤ 0 ∀y ∈ Z (5.27)

Preuve 5 Par la définition de la projection orthogonale, PZ{z} is the minimizer of f (x) =
|x− z|2 sur tout x ∈ Z, En plus, si un vecteur z ∈ Z minimise f : Rn −→ R, alors < y−
z,∇ f (z)>≥ 0, ∀y ∈ Z. Nous avons donc :

∇ f (x) = 2(x− z) (5.28)

et par conséquent, on a :
< y−x,z−x >≤ 0 ∀y ∈ Z (5.29)

Finalement, la preuve de la proposition 4 est donné par :

Preuve 6 Supposons que z∗ = PZ{z∗− rh(z∗)}, alors, en utilisons le lemme 3, nous avons :

< z− z∗,−rh(z∗)>≤ 0 ∀z ∈ Z (5.30)
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et puisque r est positif, il s’ensuit que z∗ résout l’inégalité (3.6). Inversement, supposons que
z∗ résout l’inégalité (3.6), alors :

< z− z∗,rh(z∗)>≤ 0 ∀z ∈ Z (5.31)

qui peut être réécrit comme suit :

< z− z∗,z∗− (z∗− rh(z∗))>≤ 0 ∀z ∈ Z (5.32)

et en utilisant le lemme 3, on obtient

z∗ = PZ{z∗− rh(z∗)} (5.33)
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