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INTRODUCTION

Contexte

Subvenir aux besoins alimentaires est une question stratégique à travers le monde. Les
manquements à ces besoins peuvent impacter les populations et constituent donc une
affaire de santé publique. En amont de la chaîne d’approvisionnement alimentaire, se
trouve la production de denrées alimentaires et leurs rendements.

Les rendements des cultures dépendent d’une multitude de facteurs. On distingue souvent
les facteurs abiotiques (sécheresse, inondation, fortes températures, gel, salinité, fertilisa-
tion, etc.) des facteurs biotiques (maladies et ravageurs des cultures). Parmi les facteurs
abiotiques, les conditions climatiques déterminent une grande part de l’élaboration du ren-
dement des cultures. En fonction des différentes phases de développement de la culture,
de bonnes conditions météorologiques favorisent la croissance des plantes et augmentent
les rendements. Inversement, une mauvaise combinaison de conditions météorologiques
peut diminuer ces rendements de manière significative.

Concernant les facteurs biotiques, la propagation de maladies et de ravageurs des plantes
peut occasionner des dégâts sur la culture, comme des pertes de capacités photosyn-
thétiques avec des lésions sur les feuilles ou des défoliations, des dégâts sur le système
racinaire ou encore des dommages sur les organes de stockage qui constituent la future
récolte. Ces différentes maladies et ravageurs ont été une préoccupation majeure de l’An-
tiquité à nos jours et ont mené à la création de nombreuses méthodes de contrôle [1] ,
comme la rotation des cultures, la sélection de variétés résistantes ou l’utilisation de pro-
duits de biocontrôle. Ces maladies peuvent réduire les rendements, voire même les rendre
impropres à la consommation en termes de toxicité (ex. : ergot de seigle, mildiou de la
pomme de terre). Ces maladies, combinées aux conditions météorologiques, introduisent
une grande variabilité des rendements qui peut avoir des conséquences sévères sur le reste
de la chaîne d’approvisionnement [2, 3]. On estime que les pertes de rendement au niveau
mondial varient entre 20% et 40% en fonction des années [4]. Ainsi, la majorité des fa-
mines historiques sont dues à des conditions climatiques ou épidémiologiques hors normes
ayant provoqué des baisses drastiques et durables des rendements agricoles, comme par
exemple la crise alimentaire causée par le mildiou de la pomme de terre en Europe dans
les années 1840, en partie causée par un climat humide ayant contribué au développement
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de la maladie [5].

Les facteurs météorologiques affectent directement les rendements en influençant la crois-
sance des cultures, mais également de manière indirecte à travers leur influence sur le
développement des maladies des plantes. Les dégâts occasionnés handicapent les rende-
ments finaux [6]. De la même manière qu’une plante dépend d’une multitude de facteurs
pour croître de manière optimale, les dynamiques de propagation des maladies et ravageurs
dépendent de certaines conditions climatiques et occasionnent des épidémies différentes
d’année en année. Par exemple, les champignons ont évolué pour tirer parti d’environne-
ments humides. Par conséquent, il est logique que les champignons parasites des cultures
se développent mieux pendant les années où l’humidité est plus présente. Par exemple,
pour le mildiou de la vigne (Plasmopara viticola), un temps humide et de fortes pluies,
mêlés à des températures entre 11 et 30 degrés seront propices à son apparition [7].

Pour lutter contre ces agents pathogènes (maladies) et ravageurs, l’utilisation de pesti-
cides s’est développée depuis l’Antiquité par le recours à des substances le plus souvent
naturelles, mais dont l’efficacité est limitée. L’utilisation des produits phytosanitaires ou
phytopharmaceutiques modernes est apparue au XIXe siècle avec le développement de
la chimie minérale, avec les produits à base de sulfate de cuivre et d’autres métaux,
puis des produits de la chimie organique à partir du XXe siècle. L’utilisation de produits
phytosanitaires en protection des cultures a permis de réduire drastiquement l’impact des
maladies et ravageurs des cultures. Ces produits peuvent toutefois avoir un impact négatif
et durable sur l’environnement et la santé humaine.

La quantité de produits phytosanitaires utilisés à travers le monde a augmenté de ma-
nière constante au cours des dernières décennies [8]. Si cette tendance s’est accompagnée
d’une hausse des rendements agricoles, les effets sur l’environnement sont devenus plus
visibles. Ces effets peuvent fortement impacter l’environnement de manière négative et
durable. Certains produits, comme le sulfate de cuivre, peuvent rester dans les sols sur
de longues périodes [9]. D’autres produits peuvent au contraire être plus volatils et se
répandre localement. Ils auront ensuite des effets sur la faune et la flore, qui pourront se
cumuler au fil des années [10]. Enfin, l’utilisation constante de produits phytosanitaires
entraîne la sélection de souches pathogènes résistantes, dites « bio-résistantes » [11]. Ce
phénomène risque de faire resurgir la menace que représentaient les maladies des plantes
avant l’apparition des produits phytosanitaires. Une solution possible à ce problème est
le développement de nouveaux principes actifs ou méthodes agricoles. La mise au point
de traitements alternatifs peut toutefois prendre beaucoup de temps.

S’il est impossible d’empêcher totalement ce processus de sélection, il est primordial de
ralentir l’apparition de variétés résistantes pour faciliter la transition vers une utilisation
plus raisonnée des produits phytosanitaires. La méthode la plus directe est de réduire
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la quantité de pesticide utilisée ou le nombre d’applications desdits produits. Jusqu’à
maintenant, une application régulière et peu discriminante était utilisée pour s’assurer
que les maladies ne pourraient pas impacter les rendements de manière significative. Une
stratégie personnalisée peut être mise en place, mais elle nécessite de mobiliser des moyens
(souvent humains) pour relever la présence et le développement des pathogènes de visu,
ce qui est à la fois imprécis et impraticable sur des cultures de grande taille.

Pour pouvoir réduire la quantité de produits phytosanitaires nécessaires sans entraîner
une baisse drastique des rendements, l’agriculture cherche désormais à adopter une lo-
gique de protection intégrée des cultures [12] ou encore de protection agroécologique des
cultures [13]. Ces approches visent à privilégier les moyens de prévention du développe-
ment des maladies par rapport aux moyens de traitement des maladies. Différents leviers
agronomiques (rotation des cultures, utilisation de variétés résistantes, suppression des
plantes malades, etc.) peuvent être mobilisés à cette fin. Dans les cas où ces leviers ne
seraient pas suffisants, l’utilisation de produits phytosanitaires n’est pas exclue, mais reste
contrôlée et mesurée.

Il est donc important de savoir avec précision quand l’utilisation d’un pesticide est né-
cessaire pour être capable de n’en utiliser que lorsque c’est nécessaire. Cela implique de
pouvoir prédire dans quels cas une maladie ou un ravageur risque de se développer. Il
existe plusieurs manières de répondre à ce problème. Une solution consiste à appliquer
des méthodes de modélisation pour prédire la dynamique des maladies des plantes.

Modélisation pour la protection des cultures

Les premiers modèles utilisés pour prédire l’incidence des maladies des plantes sont les
modèles mécanistes. Le but de ces modèles est d’établir des relations de cause à effet
entre différents composants modélisant des processus biologiques, chimiques ou météo-
rologiques [14] comme l’influence des précipitations au printemps sur le développement
d’une maladie. Ces modèles nécessitent de connaître précisément les mécanismes en jeu
dans le problème abordé. Dans le cadre de la protection des cultures, ces mécanismes sont
le cycle de vie des pathogènes et leurs phases de développement. La base sur laquelle se
fondent ces modèles est donc principalement composée de connaissances agronomiques ou
biochimiques. Ce genre de modèle est toujours utilisé de nos jours [15] et reste populaire
en biologie, car il permet de rassembler et de synthétiser les connaissances actuelles sur
le sujet d’étude et présente une fiabilité avérée.

La faiblesse de ce type d’approche réside dans le prérequis d’informations demandé pour
obtenir un modèle performant : Mettre au point un modèle mécaniste nécessite de com-
prendre en profondeur le mode de propagation, le développement des maladies et les
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facteurs pouvant participer à leur croissance. Cela demande donc de disposer d’un en-
semble exhaustif d’études sur la maladie concernée. Ce besoin en littérature préalable
limite donc l’utilisation de ces modèles aux cultures déjà étudiées en profondeur.

Le deuxième type de modèle couramment utilisé est le modèle statistique. La modélisation
statistique cherche à utiliser un échantillon de données pour décrire son comportement
en se basant sur un ensemble de postulats statistiques. De manière plus simple, un mo-
dèle statistique essaie de lier un ensemble de variables aléatoires entre elles pour décrire
un comportement réel. Ces modèles ne nécessitent pas, en première instance, de possé-
der des connaissances précises sur le cycle de développement des maladies. Ils forment
automatiquement un ensemble de liens et d’interactions entre les variables disponibles.
Les données doivent toutefois respecter un certain nombre de critères pour optimiser les
performances du modèle : elles doivent inclure des cas divers et variés, couvrant un large
spectre de situations, et respecter des hypothèses (par exemple, une distribution normale
des variables prédictives) dont le modèle a besoin pour éviter de former des biais.

Ces modèles sont typiquement utilisés dans une optique de prédiction du risque d’infection
ou d’incidence : dans le cas de la prédiction de l’incidence, les modèles vont donner une
valeur numérique représentant le stade de développement des symptômes [16]. L’échelle
et l’interprétation de ces valeurs varient selon les cas et correspondent souvent au stade
de développement de la maladie tel qu’observé par les experts de terrain (par exemple,
le pourcentage de feuilles infectées). Plus récemment, ce type de modèle a été utilisé
pour prédire l’impact du réchauffement climatique sur le développement des maladies
des plantes [17]. Comme indiqué précédemment, les modèles statistiques sont capables de
former des relations entre les variables de manière automatique. Ceci les distingue des
modèles mécanistes, qui s’appuient sur des connaissances préexistantes. Les relations éta-
blies par les modèles statistiques peuvent donc être erronées et doivent être vérifiées. Les
approches statistiques requièrent également un volume de données important, à l’inverse
des modèles mécanistes qui peuvent se baser sur un volume beaucoup plus réduit.

Le troisième type de modèles utilisés en protection des cultures est celui des modèles de
"Machine Learning". Le Machine Learning réunit l’ensemble des méthodes et algorithmes
capables "d’apprendre" à effectuer une tâche particulière en se basant sur un ensemble
de données, par exemple la prédiction du prix d’une maison. Cet apprentissage se base
sur des hypothèses portant sur la structure de ces mêmes données. Le modèle part du
principe que ces hypothèses sont valables et cherche à décrire les données le plus pré-
cisément possible en suivant ces hypothèses. Les modèles de Machine Learning peuvent
être séparés en deux catégories : les modèles supervisés, qui sont utilisés lorsque les don-
nées comprennent des labels, c’est-à-dire des informations qui ont déjà été associées à des
classes par un être humain ; Les modèles non supervisés se basent sur des données non
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labellisées, c’est-à-dire des données ne comprenant pas d’identificateur ou de classes. Ces
modèles cherchent à identifier des ensembles de manière empirique en se basant sur des
patterns ou des mesures de similitude. Un exemple de problème pouvant être résolu par
ces modèles est le regroupement d’images en différentes catégories. Inversement, les mo-
dèles supervisés utilisent des données qui ont été classées par un être humain en amont,
leur assignant un nom, une classe ou une valeur. Ces identifiants forment une variable
cible que le modèle devra suivre et prédire sur de nouveaux cas. Les modèles supervisés
cherchent à identifier des relations entre la variable cible et les variables prédictives (les
variables présentes dans les données sur lesquelles se baseront les prédictions du modèle).
Les modèles supervisés peuvent ensuite être divisés en deux catégories : les modèles de
régression et les modèles de classification. La différence entre ces deux types de modèles
se situe dans le type de variable que ces modèles doivent prédire : un modèle de classifi-
cation se base sur une variable discrète (par exemple, un cépage de vigne) et cherchera
à la prédire, tandis qu’un modèle de régression se base sur une variable continue (par
exemple, la valeur d’incidence d’une maladie). Si les modèles de Machine Learning sont
similaires aux modèles statistiques, ils se distinguent toutefois par leurs objectifs. D’une
part, les modèles statistiques s’intéressent aux relations entre les variables ; d’autre part,
les modèles de Machine Learning sont structurés de manière à obtenir les prédictions les
plus précises possibles. Ces modèles sont capables de former des relations plus complexes
entre les variables que les modèles statistiques.

Le développement des méthodes de Machine Learning appliquées à la protection des
cultures a commencé au début des années 2000, de manière concomitante avec la dé-
mocratisation du Machine Learning en général. Il est toujours en cours et nécessite la
participation d’experts agronomes ou en data science [18, 19] L’utilisation de modèles
de prédiction s’intègre dans l’agriculture de précision, qui tire parti des évolutions tech-
nologiques dans le domaine des sciences numériques. Le développement de moyens de
collecte de données à distance met à disposition une quantité de plus en plus grande de
données pouvant être modélisées. Ces mêmes outils permettent de collecter des données
à des échelles de plus en plus fines de manière automatisée, et donc de caractériser plus
précisément chaque parcelle observée.

Machine Learning et Interprétabilité

Les modèles de Machine Learning souffrent souvent d’un problème d’interprétabilité qui
peut influencer négativement la confiance qu’on leur accorde. L’interprétabilité des mo-
dèles est un concept encore débattu au sein de la communauté scientifique. Cette notion
se situe à la frontière de plusieurs champs de recherche, de la data science aux sciences
cognitives. L’état de l’art comporte plusieurs définitions [20, 21, 22] qui peuvent varier
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en fonction du domaine d’application (Rudin2019). De manière générale, on peut décrire
l’interprétabilité comme étant le degré auquel il est possible d’expliquer les prédictions
d’un modèle de manière compréhensible pour un être humain [21].

Compte tenu de la diversité des modèles de Machine Learning (basés sur des hypothèses
et principes variés) et des différentes définitions de l’interprétabilité, il est difficile de trou-
ver une définition définitive et une métrique commune avec laquelle on pourrait comparer
les modèles entre eux. Un proxy de l’interprétabilité des modèles peut être la complexité
des modèles [23, 21]. On suppose que plus un modèle est complexe, plus il sera difficile
d’interpréter ses prédictions. Paradoxalement, si l’on peut informellement classer les dif-
férents types de modèles en fonction de leur complexité, aucune métrique unifiée n’existe
actuellement.

L’interprétabilité des modèles pose plusieurs questions qui ouvrent des opportunités d’un
point de vue de l’application et de l’acceptabilité des modèles. Cette problématique n’est
pas nouvelle, car un modèle interprétable bénéficie d’un plus grand degré de confiance
de manière générale [20]. En d’autres termes, les utilisateurs finaux ont plus de chances
d’accorder leur confiance à un modèle qu’ils comprennent.

Un autre domaine dans lequel l’interprétabilité des modèles peut être utile est la sensibilité
des modèles de Machine Learning aux biais. On peut obtenir des modèles qui semblent
donner de bons résultats, mais qui en réalité se basent sur des éléments erronés [24]. Il
peut être difficile de détecter ces biais dans les modèles les plus complexes. On utilise alors
des approches d’interprétation qui permettent d’obtenir des informations sur les prises de
décision des modèles. Tous ces facteurs font de l’interprétabilité des modèles un champ
d’étude particulièrement intéressant pour la protection des cultures, et de l’agriculture en
général [25, 26]. Pour comprendre les approches en termes d’interprétation ou d’explication
des résultats, il faut toutefois aborder les différents types de modèles utilisés en protection
des cultures.

Objectif de la thèse

Cette thèse s’inscrit dans le contexte de la fourniture d’outils d’aide à la décision (OAD)
pour la protection des cultures. Elle a pour objectif de proposer et d’évaluer des méthodes
basées sur le machine learning permettant de prédire la dynamique des épidémies de
manière précise, tout en proposant des outils pour accompagner les experts dans l’analyse
des déterminants agronomiques et météorologiques de ces épidémies. On décompose par
conséquent les objectifs en trois grands axes :

➔ Évaluer des modèles de machine learning interprétables intégrables dans des outils
d’aide à l’orientation des traitements.
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➔ Examiner le compromis entre l’interprétabilité et les performances des modèles de
machine learning pour la protection des cultures.

➔ Montrer l’intérêt des modèles interprétables pour la protection des cultures.

Pour atteindre ces objectifs, il est nécessaire d’entraîner des modèles faisant preuve de
performances satisfaisantes et stables face aux variations météorologiques annuelles. On
devra par la suite les utiliser pour obtenir des informations pertinentes pour les experts,
avant de pouvoir leur proposer ces informations de manière efficace.

Les contributions composant cette thèse et répondant à ces questions sont les suivantes :

➔ Une analyse du compromis performance/complexité des différentes méthodes de
Machine Learning dans le cadre de la protection des cultures, en lien ici avec le
développement du mildiou de la vigne et de la cercosporiose de la betterave.

➔ Une extraction de connaissances à partir des modèles appris en utilisant des tech-
niques de Machine Learning explicables.

➔ Un outil de visualisation ciblant les experts agronomes dont le but est de leur trans-
mettre les connaissances extraites.

Les deux premières contributions ont été valorisées sous forme d’une publication dans le
journal Smart Agricultural Technology [27]. La dernière contribution est décrite dans un
chapitre de ce manuscrit (le Chapitre 4 intitulé « Représentation visuelle des modèles et
explication des prédictions »)).

En premier lieu, un état de l’art des méthodes utilisées en protection des cultures sera
effectué dans le Chapitre 1, suivi par un état de l’art des méthodes d’explication des
prédictions et de visualisation dans la sous-section 1.2.1. Dans le Chapitre 2, nos cas
d’études seront décrits plus en détail. Par la suite, l’approche privilégiée et les résultats
obtenus seront présentés dans le Chapitre 3. Le chapitre suivant se concentrera sur la
maquette de l’outil d’analyse de nos modèles, développée en collaboration avec des acteurs
de terrain (Chapitre 4). Enfin, l’ensemble des perspectives envisageables seront expliquées
dans le Chapitre 5 et seront suivies par une conclusion dans le Chapitre 4.
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Chapitre 1

ETAT DE L’ART

L’utilisation de modèles de machine learning en protection des cultures présente plusieurs
avantages qui expliquent sa popularité grandissante : Ces modèles sont capables de dé-
couvrir des relations plus complexes entre les variables que les modèles statistiques. Qui
plus est, les modèles de Machine Learning requièrent moins de connaissances préalables et
d’expertise humaine que les modèles mécanistes. Ce chapitre présentera donc la méthode
générale d’utilisation des modèles de Machine Learning et quelques modèles de régression
couramment utilisés en protection des cultures [28, 29, 30, 31].

L’application de méthodes de machine learning suit une démarche bien définie : collecte
et préparation des données, choix des modèles, entraînement puis évaluation des modèles,
puis une phase de déploiement. La préparation des données consiste à les nettoyer et
à supprimer les éventuelles anomalies : on cherchera par exemple à détecter des valeurs
manquantes ou aberrantes, qui devront donc être retirées ou modifiées. Le choix du modèle
peut s’appuyer sur un vaste ensemble de méthodes préexistantes [32]. Ces algorithmes
présentent des formalismes et des complexités variées, allant de modèles linéaires classiques
(Linear Regression, Lasso, etc.) à des méthodes non linéaires (Support Vector Machine,
Random Forest), jusqu’à des méthodes de Deep Learning (Multilayer Perceptron, Long
Short Term Memory, Convolution, etc.). Les modèles considérés sont ensuite entraînés sur
les données. Une fois cette étape accomplie, on évalue ceux-ci en leur faisant évaluer des
cas isolés des données d’entraînement.

La qualité des données peut impacter la précision des prédictions fournies par les modèles.
Il est donc généralement nécessaire de travailler en amont sur les données fournies en entrée
aux modèles. [33] Le problème le plus souvent observé concerne l’intégrité des données :
cela inclut les données manquantes, aberrantes ou dupliquées. Les valeurs manquantes
ne peuvent pas être traitées par tous les modèles, et les valeurs aberrantes ou dupliquées
peuvent dégrader les performances générales du modèle et introduire un biais dans celui-
ci. Pour résoudre ces problèmes, on peut choisir de supprimer tous les cas comprenant
des valeurs présentant ces caractéristiques. Pour éviter de réduire la quantité de données
disponibles, on peut également choisir de modifier ou compléter ces valeurs en se basant
sur la valeur moyenne ou médiane de la variable concernée sur l’ensemble des données.
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Un autre problème peut subvenir quand les variables divergent en termes d’échelle : un
biais peut alors être induit dans le modèle si celui-ci accorde une importance plus grande
aux variables atteignant des valeurs plus élevées. Ce problème peut être contourné en
standardisant les données, ce qui consiste à réajuster les valeurs pour que celles-ci soient
distribuées dans un intervalle défini (typiquement, [−1, 1] ou [0, 1]) ; ou en les normalisant,
ce qui consiste à ajuster les valeurs autour de 0 avec un écart-type de 1, revenant donc à
remanier les valeurs pour qu’elles suivent une distribution normale centrée réduite. Dans le
cas où des variables catégorielles (comme des labels) sont présentes, il peut être nécessaire
de les transformer en format numérique. Dans ce cas, on utilisera souvent des méthodes
d’encodage comme one-hot qui binarise les valeurs ciblées. Enfin, la présence de variables
corrélées entre elles peut poser problème à certains modèles et induire des biais et des
redondances. Gérer ce problème peut se faire en effectuant une sélection des variables en
se basant sur des mesures d’importance [34], ou en utilisant des techniques de réduction
de la dimensionnalité comme l’ACP [35].

Une fois que les données sont préparées de manière adéquate, il s’agit de choisir un modèle
adapté à celles-ci : Modèles supervisés ou non supervisés, classification ou régression.
Dans notre cas, nous nous limiterons aux modèles supervisés. Par cela, nous entendons
les modèles faisant usage de données labellisées pendant la phase d’entraînement. Ce choix
est nécessaire dans la mesure où nous abordons le problème sous l’angle de la régression
plutôt que de la classification. Chaque instance de données se compose d’entrées (les
variables utilisées pour entraîner nos modèles) associées à une sortie. Cette sortie peut être
de nature discrète ou continue. Les valeurs discrètes représentent des classes classant les
instances dans un nombre limité de catégories distinctes. Ces valeurs peuvent représenter
des catégories, comme des espèces d’animaux ou de plantes. Les valeurs continues peuvent
prendre des valeurs infinies et peuvent représenter des grandeurs telles qu’un prix ou
un poids. En fonction de la nature de ces sorties, on se situera dans un problème de
classification dans le cas discret ou de régression dans le cas continu. Dans le cadre de la
protection des cultures, la détection des maladies des plantes à base d’images relève de
la classification, alors que la prédiction de l’impact d’une maladie sur les cultures relève
plutôt de la régression. Une fois ces facteurs pris en compte, il est nécessaire de garder à
l’esprit que les modèles varient en termes de structure et de complexité. En fonction des
hypothèses formulées sur les données, ceux-ci seront capables de représenter les relations
entre les variables de manière plus ou moins précise. Les modèles linéaires supposent
que ces relations sont linéaires. D’autres modèles privilégient des approches non linéaires
pour mieux correspondre à la réalité. Cela se fait souvent en échange d’une complexité
accrue.

Une fois le modèle choisi, il convient de l’ajuster correctement. La plupart des modèles sont
entraînés en suivant certains paramètres délimitant la structure du modèle concerné. Il est
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par exemple possible de définir la profondeur maximale d’un arbre de décision ou encore
le nombre minimal de cas présents dans une feuille. Celui-ci fournira des prédictions qui
permettront d’évaluer la précision du modèle. Cela permettra notamment de déterminer
si le modèle est adapté aux données. Dans le cas où le modèle serait trop simple, il serait
alors victime de sous-apprentissage et échouerait à modéliser correctement les données. Il
présenterait alors des performances médiocres, tant pendant la phase d’entraînement que
pendant la phase d’évaluation. Dans le cas où le modèle est trop complexe, on observera
un effet de sur-apprentissage. Le sur-apprentissage se produit quand un modèle se base
de manière excessive sur les spécificités des données. Cela se manifeste par une baisse de
performance entre la phase d’entraînement et d’évaluation : le modèle est tellement adapté
aux cas observés dans les données utilisées pendant l’entraînement qu’il ne parvient pas
à généraliser ses prédictions à des données indépendantes.

Comme indiqué précédemment, cet état de l’art se concentrera sur la régression, et
plus particulièrement sur les méthodes de régression les plus pertinentes pour notre do-
maine d’application, c’est-à-dire des méthodes déjà utilisées en protection des cultures
[28, 29, 30, 31] et représentant un panel large en termes de complexité : les modèles de
régression linéaire seront nos modèles de complexité basse, les modèles ensemblistes ceux
de complexité haute et seront présentés dans cet ordre. On présentera enfin le modèle de
complexité intermédiaire utilisé dans notre étude, HiPaR.

1.1 Méthodes de régression

L’objectif de la régression est de prédire une variable réelle, que l’on appelle la variable
cible ou variable à prédire, sous la forme d’une valeur numérique continue. Pour ce faire,
on utilise un ensemble de variables distinctes que l’on appellera variables prédictives (voir
Table 2.1). Ces variables sont, dans notre contexte, la plupart du temps des variables
météorologiques, comme des mesures de précipitation ou d’ensoleillement.

Température Humidité Pluie Cépage . . . Incidence
24° 77% 100cm Pinot . . . 10%
17° 36% 50cm Merlot . . . 4%
... ... ... ... ... ...

Table 1.1 – Exemple de jeu de données de protection des cultures incluant des variables
météorologiques et agronomiques

En présupposant que l’on dispose d’un ensemble de n observations (dans notre contexte,
des observations faites dans des parcelles) de la variable cible représentant l’impact d’une
maladie, représentées sous la forme d’un vecteur colonne y ∈ Rn, on associe ces obser-
vations à un ensemble d’observations décrivant les variables prédictives, organisées sous
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la forme d’une matrice X ∈ Rn×d. Chaque ligne x⊤
i ∈ Rd dans la matrice contient les

valeurs observées des variables prédictives associées à chaque observation yi
1. Si une va-

riable est catégorielle, c’est-à-dire discrète, comme le cépage du tableau 1.1, on suppose
que ses valeurs ont été encodées par des valeurs numériques. Cela peut être accompli en
utilisant des méthodes de one-hot encoding ou de réduction de la dimensionnalité. Une
fois ces données mises en forme, il est possible d’entraîner des modèles sur celles-ci.

L’objectif de la régression est d’entraîner une fonction y = f(X) + ϵ de manière à mini-
miser ϵ. La fonction f est une modélisation des données assignées pour prédire la variable
cible pour des instances x⊤ ∈ Rd des variables prédictives. Le terme ϵ est l’erreur du
modèle de régression, aussi appelé résidu. Ce résidu peut être assimilé à la partie de la
valeur cible y que le modèle ne peut pas modéliser par manque d’information. Ce manque
d’information peut être dû à l’absence de variables prédictives. Par la suite, on dira que
le modèle f est basé sur un ensemble d’observations d’entraînement et de validation. Cela
signifie que le modèle formulera des hypothèses à partir des données d’entraînement avant
de les tester sur l’ensemble de validation.

Les modèles de régression comprennent un ensemble de méthodes qui se basent chacune
sur des principes et des approches différentes, détaillés par la suite.

Modèles de régression classiques

Régression linéaire La régression linéaire pose comme hypothèse l’existence d’une
relation linéaire entre les variables prédictives X et la variable cible y

y = βX ′ + ϵ (1.1)

Où X ′ = 1 ⊕ X, i.e., X ′ ∈ Rn×(d+1) et β ∈ Rd+1 sont les paramètres du modèle (l’opé-
rateur ⊕ dénotant la concaténation des colonnes), c’est-à-dire les coefficients associés à
chaque variable prédictive auxquels est ajouté l’intercept, ou l’ordonnée à l’origine du
modèle.

Les paramètres du modèle sont calculés en minimisant une fonction de perte, par exemple
Ll(β̂) = ||y − X ′β̂||22. On effectue cette minimisation en suivant la méthode des moindres
carrés. Ce choix se base sur le théorème de Gauss-Markov, selon lequel les estimations des
valeurs β obtenues en suivant la méthode des moindres carrés sont celles qui minimisent
l’erreur d’échantillonnage. On entend par là que ces estimations sont les meilleurs estima-
teurs non biaisés des paramètres. La méthode des moindres carrés utilisée est la méthode

1. Par la suite, on représentera les vecteurs et matrices en gras pour distinguer les scalaires et les
fonctions. Qui plus est, les matrices seront notées en majuscules.
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ordinaire, dans laquelle l’importance de chaque mesure de la variable cible targetvar n’est
pas pondérée.

La régression linéaire est une méthode fréquemment utilisée en raison de sa simplicité et
de sa capacité à décrire efficacement les données disponibles. Elle offre une modélisation
à la fois interprétable et relativement peu exigeante en puissance de calcul. Dans certains
cas, la régression linéaire peut produire des résultats comparables, voire supérieurs, à
des modèles plus complexes et s’adapter de manière adéquate à des jeux de données peu
volumineux.

Les coefficients linéaires obtenus par la méthode des moindres carrés nous fournissent
une mesure claire et explicite de l’importance d’une variable prédictive sur le résultat
final. L’un des points faibles de cette méthode réside dans son hypothèse de départ,
qui suppose l’existence d’une relation linéaire entre les variables prédictives et la cible.
Cette supposition peut fréquemment entraîner de moins bonnes performances que d’autres
modèles non linéaires. Ce cas de figure se manifeste quand la relation entre les variables
prédictives et la variable à prédire n’est pas linéaire. Ces propriétés font que les modèles
de régression linéaires sont souvent utilisés dans un but d’exploration de jeux de données,
ou comme modèle de base auxquels seront comparés d’autres modèles.

Lasso. Un des risques encourus par les modèles de régression linéaire est le surentraîne-
ment, ou overfitting. Il se manifeste par une différence significative de performance entre
la phase d’entraînement et la phase de validation. Il se produit généralement lorsque le
modèle cherche à décrire trop précisément les données d’entraînement. Le modèle pré-
sente donc des résultats optimisés sur ces mêmes données, mais échoue à maintenir ces
performances sur d’autres cas, et donc à généraliser. Un des facteurs pouvant amener ce
problème dépend du volume de données disponibles.

Plus un jeu de données inclut de variables prédictives, plus le modèle qui en résulte sera
complexe. S’il est tentant d’inclure autant de variables que possible, avec l’espoir d’y
trouver des variables pertinentes, cette approche n’est pas sans risque. Elle augmente
la sensibilité à la variance d’échantillonnage et diminue l’explicabilité du modèle. On
parle alors de « fléau de la dimension ». Ces problèmes sont prévalents en protection des
cultures, car le nombre de variables météorologiques peut varier en fonction de la manière
dont les données sont traitées et utilisées. Ces variables sont sujettes à des variations inter-
annuelles significatives qui peuvent affecter les performances des modèles. Contrebalancer
ce problème nécessite d’utiliser une plus grande quantité de données. Mais la perte d’ex-
plicabilité pouvant être induite par l’augmentation du nombre de variables pose problème
vis-à-vis de l’acceptabilité des modèles. Qui plus est, les modèles linéaires sont relative-
ment peu flexibles [32] et ont tendance à surentraîner. Ceci peut être problématique en
termes de précision des modèles et donc en termes de confiance accordée à ceux-ci.
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Pour éviter de sélectionner un nombre trop grand de variables, l’une des méthodes les
plus couramment utilisées est la méthode Lasso, qui se base sur une régularisation L1
de la fonction de perte. Cette pénalisation s’applique au nombre de variables utilisées,
ce qui implique que le nombre de coefficients linéaires des modèles différents de zéro
est limité. En d’autres termes, la pénalisation permet de sélectionner les variables les
plus importantes en punissant l’utilisation de variables d’impact moindre qui pourraient
complexifier excessivement le modèle. La pénalisation est accomplie en minimisant la
fonction objectif suivante :

β = argminβ̂ Ll(β̂) + θ||β̂||1. (1.2)

Le coefficient de pénalisation θ est un hyperparamètre qui contrôle le degré de pénalisa-
tion appliqué à la fonction de perte pendant la phase d’optimisation. La méthode Lasso
sélectionne le jeu de paramètres β̂ offrant les meilleures performances au terme de la
validation croisée, basée sur la fonction de coût pénalisée.

Le Lasso permet d’éviter les problèmes posés par la complexification des modèles : il
permet de garder le modèle linéaire interprétable. La sélection des variables les plus im-
portantes permet de limiter le surentraînement et améliore généralement la robustesse des
modèles [35, 36].

Si l’hypothèse de linéarité s’applique dans un grand nombre de cas, de nombreux pro-
blèmes incluent des paramètres liés à la variable à expliquer de manière non linéaire. Dans
ce cas, on peut privilégier des modèles non linéaires, qui seront souvent plus complexes
et donc moins interprétables. Une extension naturelle des modèles linéaires appartenant
à cette catégorie sont les modèles linéaires par morceaux. Ces modèles forment des par-
titions de l’espace des variables sur lesquelles se baseront les modèles pour fournir des
prédictions. Ces partitions sont caractérisées à l’aide d’un ensemble de conditions portant
sur les variables. Ces conditions peuvent être représentées sous la forme d’un arbre de
décision.

Decision/Regression Trees. Chaque nœud d’un arbre de décision contient une condi-
tion booléenne portant sur une variable prédictive en particulier (par exemple x2 < 5.5 de
Fig 1.1). Ces nœuds forment les partitions de l’espace des variables citées précédemment,
que l’on peut assimiler à un ensemble de sous-régions découpant ledit espace. Chaque
nœud engendre deux enfants, qui sont eux-mêmes des arbres de décision. Chaque feuille
est associée à une prédiction de la variable cible par le modèle. Quand cette prédiction
est une valeur numérique, on parle alors d’arbre de régression [37]. Une approche souvent
utilisée pour la construction d’arbres de décision est l’algorithme CART [38], notamment
utilisé par défaut dans la librairie scikit-learn. D’autres méthodes, comme ID3 et C4.5
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(quinlan1986induction), existent également.

x1 > 10

x2 < 5.5

y=150 y=300

y=50

Figure 1.1 – Illustration d’un arbre de décision. Les nœuds présents sont associés aux
conditions x1 > 10 et x2 < 5.5. Les feuilles sont associées aux valeurs 150, 300 et 50

La construction d’un arbre de décision se fait en se basant sur une approche générale
commune.

➔ Choix du critère de division

◦ Il est nécessaire de sélectionner un critère qui servira à déterminer la division
qui formera les racines par la suite. On utilise généralement des mesures de
pureté telles que l’entropie de Shannon [39] ou l’indice de Gini [38].

➔ Division du nœud racine

◦ Choix de la variable de division

— Une variable est sélectionnée pour générer une division qui formera la
racine. La plupart du temps, un algorithme glouton détermine le seuil ou la
division la plus avantageuse pour l’ensemble des variables en se basant sur
le critère de sélection défini précédemment. La variable et le seuil associé
présentant les meilleures performances seront utilisés comme base pour la
racine. Dans Fig 1.1, la variable sélectionnée est x1 et le seuil est 10.

◦ Division

— Une fois la condition de la racine choisie et celle-ci formée, des branches
divergentes apparaissent : Cela divise le jeu de données en deux parties
distinctes en se basant sur le seuil utilisé par la racine. Dans Fig 1.1, les
nœuds formés sont le nœud associé à la condition x2 < 5.5 et 50.

➔ Itération

◦ Formation des sous-nœuds

— Des nœuds sont formés de la même manière que dans le nœud racine,
sur les branches formées précédemment. Le nœud associé à la condition
x2 < 5, 5 est formé de cette manière.

21



➔ Arrêt

◦ Si un critère d’arrêt est atteint, le processus récursif prend fin. Le nœud concerné
devient donc un nœud terminal, ou feuille. Aucune division ou branche ne sera
issue de ce nœud et représentera une des extrémités de l’arbre. Les critères
d’arrêt les plus souvent utilisés sont :

⋄ Si un nœud est pur (toutes les observations contenues dans le nœud sont
identiques)

⋄ Si la profondeur du nœud atteint la limite définie pour limiter la taille de
l’arbre.

⋄ Si le nombre d’observations contenues dans le nœud est inférieur à un seuil
défini au préalable.

⋄ Si le gain de pureté obtenu par la division est trop faible.

◦ Une fois la feuille formée, une valeur de prédiction est associée à celle-ci. Dans
le cas d’une classification, c’est la classe majoritaire parmi les observations de
la feuille qui sera choisie. Dans un problème de régression, on pourra choisir
la valeur moyenne des observations présentes. Dans Fig 1.1, les feuilles sont
associées aux valeurs de prédiction 150, 300 et 50

L’ensemble des conditions associé à chaque observation permet de fournir des explications
concernant les prédictions du modèle. Dans notre exemple, on peut supposer qu’une valeur
de x1 supérieure à 10 amène à des valeurs basses, alors qu’une valeur de x1 inférieure à
10 et une valeur de x2 inférieure à 5,5 maximisent la valeur prédite. Cela permet aux
arbres de décision d’être interprétables pour peu qu’ils ne soient pas trop profonds. On
entend par là que le nombre de partitions ne soit pas trop important, au point de le rendre
trop complexe pour qu’un être humain puisse le comprendre. Les arbres de décision sont
donc classifiés comme des modèles interprétables ou boîte blanche. Par cela, on entend
que ces modèles sont intrinsèquement interprétables, dans le sens où ils sont directement
compréhensibles. En effet, chaque branche ou chemin final d’un arbre de décision peut
être décomposé en un ensemble de patterns de condition délimitant l’espace des données
en sous-ensembles disjoints. Ces ensembles forment des patterns. Les méthodes se basant
sur l’utilisation de ensembles de condition sont dites pattern-based ou pattern-aided.

Pattern-aided Regression. Les modèles de régression Pattern-based, ou Rule-based,
sont composés de sous-modèles locaux entraînés sur des régions particulières des don-
nées. Ces régions sont délimitées à l’aide d’un ensemble de conditions logiques portant
sur les variables prédictives. Ces conditions constituent un ensemble de caractéristiques
interprétables du sous-ensemble formé par les partitions. Cela permet de contextualiser les
modèles locaux et leurs prédictions : Par exemple, on peut imaginer qu’un modèle pattern-
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aided pourrait former une partition entre les parcelles ayant connu des précipitations plus
importantes.

Les modèles locaux sont le plus souvent des modèles considérés comme interprétables
comme des modèles linéaires, ce qui permet de modéliser des relations locales entre les
variables prédictives et cibles qui ne pourraient pas être décrites dans des modèles conti-
nus. Comme montré dans [40, 41], ces méthodes font preuve de performances supérieures
aux modèles de régression linéaires classiques en échange d’une augmentation modeste de
la complexité des modèles. Parmi les modèles pattern-based, on dénombre les méthodes
de régression par morceaux [42], arbres de régression [43], model trees [44] 2, Contrast
pattern-aided regression (CPXR) [41], et HiPaR [40]. Les méthodes rule-based sont consi-
dérées et utilisées depuis un certain temps en protection des cultures [45]. L’extension
qui en est faite dans les méthodes ensemblistes et HiPaR est décrite dans la section
suivante. Compte tenu de la popularité des arbres de régression en tant qu’élément de
base des méthodes ensemblistes et des gains de performance obtenus par HiPaR comparé
à d’autres méthodes de cette catégorie, le reste de cette section se concentrera sur ces
méthodes.

Comme dit précédemment, la haute variance des arbres de décision peut être mitigée en
utilisant un ensemble d’arbres de décisions plutôt qu’un arbre unique. Les méthodes de
Bagging et Boosting suivent ce principe pour réduire la variance des arbres de décision.
Elles seront expliquées dans les sections suivantes, ainsi que les modèles qui les appliquent,
les Random Forests et Gradient Boosting

Méthodes Ensemblistes.

Random Forests. Une forêt aléatoire est un modèle constitué d’un ensemble d’arbres
de décision entraînés en suivant le principe du Bagging et combinant les prédictions de
ces arbres pour obtenir une prédiction agrégée, une technique aussi appelée Averaging.
Le Bagging est une méthode qui développe le principe de Bootstrap L bootstrap effectue
plusieurs tirages aléatoires avec remise, sur lesquels sera entraîné un modèle. Le bagging
entraînera un modèle distinct pour chacun de ces tirages. Pour entraîner chaque modèle,
on tire aléatoirement avec remise un ensemble de n sous-ensembles des données. Pour
chacun de ces sous-ensembles, on entraîne un arbre de décision ; Chaque arbre est entraîné
de manière isolée, , ce qui permet de paralléliser l’entraînement de chacun d’entre eux.
Chaque arbre est donc entraîné sur un échantillon d’observations différentes et à l’aide d’un
échantillon limité de variables explicatives. Ces modèles sont ensuite utilisés ensemble, où
leurs résultats sont moyennés (aussi appelé Averaging) pour donner une prédiction finale.
Ces tirages permettent d’améliorer les performances d’un modèle en réduisant sa variance,

2. Ces modèles sont des arbres de régression qui incluent un modèle local à chaque nœud terminal, ou
feuille, de l’arbre

23



et donc d’augmenter sa stabilité. Si le Bagging est utilisé typiquement sur des arbres
de décision (formant des forêts d’arbres décisionnels), ces méthodes sont théoriquement
applicables à tout type de modèle. Les forêts d’arbres décisionnels sont des ensembles de
modèles faibles, ici des arbres de décision [43].

En plus du bagging habituel, une des particularités des forêts d’arbres décisionnels par
rapport aux arbres de décision classiques est qu’un nombre k de variables est tiré parmi
les V variables prédictives à disposition à chaque fois que l’arbre effectue un nœud et
forme un nœud. L’abandon de l’algorithme glouton des arbres de décision permet d’ac-
célérer l’entraînement de chaque arbre de la forêt décisionnelle et contribue à séparer
chaque arbre, formant ainsi un ensemble d’estimateurs divers, que l’on suppose plus à
même de décrire des relations complexes qui pourraient passer inaperçues autrement et
indépendants les uns des autres, en leur donnant une vision partielle mais unique des
données.

Ces méthodes permettent de réduire significativement la variance et la sensibilité au
surentraînement des arbres de décision. Qui plus est, les forêts d’arbres aléatoires, ou
random forests, sont des modèles relativement peu gourmands en termes de temps de
calcul, notamment en comparaison aux modèles faisant usage du boosting. En conjonc-
tion avec leurs performances, cela fait d’eux des modèles très appréciés en protection des
cultures [46].

Cela se fait toutefois au prix de la perte d’explicabilité qui résulte de la nature ensembliste
des forêts. Celles-ci perdent en effet la capacité d’explication des résultats inhérente aux
arbres de décision, une prédiction résultant de l’agrégation de centaines, voire de milliers,
d’entre eux. Cette prédiction implique alors de suivre et d’interpréter un grand nombre
de chemins par cas. Pour analyser ces modèles, il sera donc nécessaire d’avoir recours à
des méthodes d’interprétation.

Gradient Boosting. Une autre méthode ensembliste souvent utilisée en protection des
cultures est le gradient-boosting [47]. De manière analogue aux forêts d’arbres décisionnels,
les modèles de type gradient-boosting utilisent un ensemble de modèles " faibles " dans le
but d’obtenir une prédiction plus résiliente que celle que l’on pourrait obtenir d’un seul
modèle. Historiquement et encore de nos jours, le gradient-boosting a été utilisé en faisant
appel à des arbres de décision.

Le gradient-boosting est une méthode additive itérative. Par cela, on entend que les
modèles faibles qui le composent ne sont pas générés indépendamment les uns des autres :
chaque modèle hm est entraîné en fonction de l’erreur du modèle précédent hm−1 en se
basant sur le gradient de la fonction de perte minimisée. En d’autres termes, chaque
itération entraîne un nouveau modèle dont l’objectif est de corriger les erreurs commises
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par le modèle précédent.

fm(X) = fm−1(X) + γmhm(X) (1.3)

γm = L(y, fm(X)) (1.4)

Chaque arbre décisionnel composant le gradient-boosting trees est donc lié aux arbres
précédents et suivants dans la chaîne itérative. Contrairement aux arbres d’une forêt
d’arbres décisionnels, ces arbres ne sont pas indépendants entre eux, car la structure de
l’arbre hm sera intrinsèquement liée à hm−1.

Les random forests et le gradient-boosting sont souvent comparés en raison de leurs si-
milarités. On notera que le gradient boosting est généralement plus précis que les forêts
d’arbres [32] au prix d’un degré supplémentaire de complexité due à leur nature itéra-
tive.

Hierarchical Pattern-aided Regression (HiPaR)

HiPaR. Hierarchical Pattern-aided Regression [40] est une méthode de régression pattern-
based basée sur l’utilisation de modèles locaux définis par un ensemble compact de règles
hybrides portant sur les variables prédictives. Ces règles prennent la forme suivante :

p = C1 ∧ . . . Cm ⇒ y = fp(Xp). (1.5)

Dans cette formulation le pattern p est une conjonction de conditions portant sur les
variables prédictives, (Exemple : vitesse-vent > 50 ∧ humidité > 30). Ces conditions
délimitent une sous-région des données Xp ∈ X. Une règle hybride est associée à un
modèle linéaire local fp qui a été entraîné sur Xp, ce qui permet de morceler les données
de manière à obtenir des prédictions plus précises. Le modèle f que l’on appelle modèle
par défaut ou modèle général a été entraîné sur l’ensemble des données. Il est conservé
et utilisé quand aucune des règles n’est applicable. Cela signifie que si une instance de
données ne respecte aucun des ensembles de conditions des règles hybrides, le modèle
général sera sollicité.

L’initialisation du modèle se base sur l’entraînement du modèle général. Une fois cette
tâche terminée, HiPaR explore les données à la recherche d’un ensemble compact de règles
hybrides en deux phases : l’énumération et la sélection.
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Algorithm 1: hipar-candidates-enum
Input: a dataensemble : D with attributes Anum

parent hybrid rule : rp : p ⇒ y = fp(A′
num)

patterns of size 1 : C
minimum support threshold : θ
maximum support threshold : γ

Output: a ensemble R of candidate rules p ⇒ y = fp(A′
num)

1 R := ∅
2 C ′ := C
3 Cn := {c ∈ C|c : a ∈ I ∧ a ∈ Anum}
4 ν := k-th percentile of ivD in Cn

5 for c′ ∈ C ′ do
6 p̂ := p ∧ c′

7 C ′ := C ′ \ {c′}
8 if sD(p̂) ≥ θ ∧ sD(p̂) ≤ γ ∧ iv(p̂) > ν then
9 p′ = cl(p̂)

10 C ′ := C ′ \ p′

11 if p is the left-most parent of p′ then
12 Learn rp′ : p′ ⇒ y = fp′(A′

num) on Dp′

13 if m(rp′) < m(rp∗) ∀p∗ : p∗ is parent of p′ then
14 R = R ∪ {rp′}
15 C ′

n := ∅
16 for a ∈ A′

num \ attrs(p′) do
17 C ′

n := {c ∈ discr(a, Dp′ , y) | sD(c) ≥ θ} ∪ C ′
n

18 R := R ∪ hipar-candidates-enum(D, rp′ , (C ′ \ Cn) ∪ C ′
n, θ)

19 return R

Durant la phase d’énumération présentée dans l’algorithme 1, HiPaR explore l’espace des
patterns p en suivant une approche hiérarchique de recherche en profondeur. Quand un
pattern p est découvert, HiPaR forme une règle hybride de la forme p ⇒ y = fp(Xp) on
Xp l’ensemble des instances correspondant à p puis explore les sous-régions de Xp. Ces
sous-régions sont définies par des patterns eux-mêmes issus des précédents patterns, mais
auxquels sont ajoutées des conditions supplémentaires, c’est-à-dire que les sous-patterns
sont plus spécifiques que leurs parents.

Étant donné que l’espace des combinaisons est exponentiel en termes du nombre de va-
riables utilisables, HiPaR utilise un ensemble de stratégies d’élagage qui permettent d’évi-
ter les sous-ensembles les moins prometteurs. Une région est catégorisée comme étant non
intéressante si :

— Le modèle local associé à cette région n’améliore pas suffisamment les performances
par rapport aux modèles plus étendus déjà étudiés.

— La sous-région se base sur un support trop grand par rapport au jeu de données
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entier.
— La sous-région se base sur un support trop restreint.
— La sous-région n’est pas suffisamment distincte du reste des données. Pour évaluer

cela, HiPaR utilise la variance inter-classes [40] entre la nouvelle sous-région et le
reste des données.

HiPaR base donc sa phase d’énumération sur la RMSE, un seuil de taille minimale et
maximale du support θ et ζ, ainsi que sur la valeur de la variance inter-classe.

Malgré ces méthodes d’élagage, il est possible d’obtenir un ensemble de règles hybrides
trop étendu. Pour cette raison, HiPaR procède à une phase de sélection des règles après
la phase d’énumération. L’objectif de cette sélection est d’obtenir un ensemble limité de
règles montrant de bonnes performances prédictives et, dans l’idéal, un recouvrement
minime des supports des règles sélectionnées. Contrairement à un arbre de décision qui
forme des sous-ensembles strictement disjoints, les règles forment des sous-ensembles qui
ne le sont pas. Ceci offre une plus grande flexibilité comparé aux arbres de décision.

La phase de sélection peut se formuler sous la forme d’un problème d’optimisation linéaire
en nombre entier :

min
∑

rp∈R
−αp · zp +

∑
rp,rq∈R,p ̸=q

(ω · J (p, q) · (αp + αq)) · zpq

s.t.
∑

rp∈R
zp ≥ 1

∀rp, rq ∈ R, p ̸= q : zp + zq − 2zpq ≤ 1
∀rp, rq ∈ R, p ̸= q : zp, zpq ∈ {0, 1}

(1.6)

Chaque règle rp est associée à une variable binaire. zp dénote si la règle est utilisée dans
le modèle final ou non. La première condition du problème permet de forcer l’algorithme
à renvoyer un ensemble de règles non vide.

Les autres termes incluent :

— Le terme αp associé à cette règle représente le compromis entre le support et l’erreur
de la règle. On présente αp sous la forme αp = s̄pσ ∗ ērp .

— Le terme J (p, q) est le paramètre de pénalisation de la magnitude des supports
des règles sélectionnées, ou Jaccard(p,q) est la valeur de l’indice de Jaccard entre le
support des règles p et q J (p, q) = |Dp∩Dq |

|Dp∪Dq | .

s̄(p)σ représente la proportion du support de rp par rapport à la somme de l’ensemble
des supports des règles énumérées précédemment, et ērp l’erreur relative de la règle p par
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rapport à l’erreur de tous les modèles. On exprime ērp sous la forme ērp = err(rp)∑
rp′ ∈R

err(rp′)

et s̄(p)σ = s(p)∑
rp′ ∈R

s(p′) . Le critère αp pénalise donc les règles au support large et dont les

modèles sont peu précis par rapport au reste des règles candidates, et favorise les ensembles
de taille plus réduite offrant le plus de gain en termes de performance de prédiction. Le
terme σ ∈ R+ représente le paramètre de pénalisation du support contrôlant l’importance
accordée à la taille du support de chaque règle : Si σ = 0, le support des règles n’est
pas pris en considération. De manière générale, plus σ est proche de 0, plus l’algorithme
favorisera la recherche de modèles performants en ignorant les risques de recouvrement
de supports. Le premier terme de la fonction objectif correspond au potentiel de gain de
performance par rapport à la taille de leur support des règles sélectionnées.

Contrairement aux modèles basés sur des arbres de décision, les règles hybrides d’HiPaR
sont découvertes de manière hiérarchique. Par conséquent, certaines règles peuvent par-
tager des instances de données. Lorsque une nouvelle instance x⊤ respecte les conditions
de plus d’une règle hybride, la prédiction associée à cette instance sera composée d’une
valeur pondérée des prédictions de chacune des règles concernées. La pondération associée
à chaque règle est proportionnelle à l’erreur de chaque règle observée sur l’ensemble de
validation, exprimée sous la forme αp,x̂ = ē(rp)−1∑

rp′ ∈γ((̂x) err(rp′ )−1 . L’erreur est donc normali-

sée par rapport à l’erreur totale de toutes les règles pertinentes. Cela rend HiPaR plus
robuste qu’un modèle de régression linéaire classique ou un arbre de régression, au prix
d’une complexité plus importante. Cela étant dit, les règles hybrides sont individuelle-
ment des modèles white-box locaux, qui, combinés aux ensembles de conditions associés,
permettent d’examiner les variables prédictives les plus importantes et leurs interactions
pour une instance x⊤ ∈ Rd.

Une fois que l’on a choisi les modèles qui seront pris en considération, il est nécessaire
d’évaluer leur efficacité. Pour cela, on utilisera une approche visant à évaluer leur robus-
tesse.

1.2 Évaluation des modèles de régression

L’évaluation des modèles se base généralement sur leur capacité à fournir des prédictions
suffisamment précises. Toutefois, évaluer la précision d’un modèle sur les données sur
lesquelles il a été entraîné est insuffisant, car le modèle a été paramétré sur ces mêmes
données. Il est donc possible, voire même probable, que le modèle soit surentraîné dans
une certaine mesure. Un modèle doit donc être capable de généraliser ses prédictions à des
observations qui lui sont inconnues, ce que l’on définit comme étant la robustesse (vis-à-
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vis du surentraînement) d’un modèle. Cela implique de diviser les données disponibles en
deux ensembles : un ensemble d’entraînement (sur lequel on entraînera le modèle) et un
ensemble de test (sur lequel on évaluera le modèle). De même, on peut diviser l’ensemble
d’entraînement en deux sous-ensembles : un pour l’entraînement et un pour la validation.
Le modèle sera entraîné sur ce sous-ensemble. L’ensemble de validation est ensuite utilisé
pour orienter l’entraînement de manière à rendre le modèle plus robuste.

Une approche couramment utilisée suivant ce principe est la validation croisée [48]. Cette
approche consiste à subdiviser l’ensemble des données en n sous-ensembles disjoints les
uns des autres. On effectue ensuite n itérations. Pour i ∈ [1, n], on isole le i-ème sous-
ensemble ei de données du reste. Le modèle est ensuite entraîné sur les sous-ensembles ej

tel que j ∈ [1, n] et j ̸= i, puis est évalué sur le sous-ensemble ei.

De manière générale, que ce soit en régression ou en classification, les métriques se doivent
de quantifier l’erreur générale qu’un modèle commet sur l’ensemble de validation, ou
d’évaluer la capacité de prédiction du modèle.

Dans le cadre de la régression, en se basant sur yi les valeurs à prédire et ŷi les prédictions
du modèle, les métriques quantifiant l’erreur d’un modèle de régression les plus utilisées
sont :

— la MAE (Mean Absolute Error) MAE = 1
n

∑n
i=1 |yi − ŷi|

— la MSE (Mean Square Error), aussi appelée l’erreur quadratique moyenne MSE =
1
n

∑n
i=1 (yi − ŷi)2

— la RMSE (Root Mean Square Error), aussi appelée racine de l’erreur quadratique
moyenne RMSE =

√
1
n

∑n
i=1 (yi − ŷi)2

Ces métriques quantifient l’écart entre la valeur de la variable cible pour chaque instance
de données et les prédictions du modèle. Il est bon de noter que l’interprétation des valeurs
de ces métriques nécessite de les remettre en contexte : L’échelle des valeurs à prédire influe
inévitablement sur l’échelle des valeurs de RMSE associée. Pour contourner le problème,
on peut choisir de normaliser ou de mettre à l’échelle les valeurs de la variable cible, ou
utiliser des métriques indépendantes de cette échelle. Parmi celles-ci, la plus répandue est
le coefficient R2, qui quantifie la qualité de la prédiction du modèle en mesurant la variance
expliquée par le modèle. Le R2 est un rapport entre la variance expliquée et la variance
totale du jeu de données. Plus le R2 s’approche de 1, plus le modèle est performant.

Dans certains cas, évaluer les performances des modèles n’est pas suffisant. Justifier les
prédictions d’un modèle est parfois aussi important pour déterminer la confiance qui
lui est accordée. Pour résoudre ce problème, on peut utiliser un ensemble de méthodes
d’interprétation des modèles.
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1.2.1 Méthodes d’interprétation

Les performances des modèles de machine learning ont traditionnellement été le critère le
plus important dans le processus de choix de modèle dans la majorité des cas. Toutefois,
certains domaines accordent une importance notable à la compréhension du fonctionne-
ment et des prédictions des modèles [23]. On s’intéressera alors particulièrement à l’ex-
plicabilité des modèles à disposition. Les notions d’interprétabilité et d’explicabilité sont
souvent utilisées de manière interchangeable 3 et représentent le degré auquel un modèle
peut être analysé et décrit sans avoir recours à des méthodes supplémentaires [20]. Com-
prendre le fonctionnement interne d’un modèle est important d’un point de vue éthique
et de précision [21]. L’explicabilité prend tout son sens lorsque des individus peuvent être
affectés directement par les prédictions d’un modèle. Il est alors important de s’assurer
que chaque individu sera traité de manière équitable par le modèle, sans avoir recours à
des biais préjudiciables ou injustes à leur égard.

Enfin, l’explicabilité des modèles joue fortement sur leur acceptabilité [49] : on peut
prendre dans ce cas l’exemple du domaine de la santé, où les justifications des prédictions
sont au moins aussi importantes que la précision du modèle, compte tenu des conséquences
possibles sur la santé d’un patient. Enfin, parvenir à expliquer un modèle présente un
intérêt en termes d’extraction de connaissances : dans ce genre de cas, un modèle peut être
utilisé comme un outil d’analyse. Cela peut permettre de découvrir des facteurs ayant une
influence sur le problème étudié et qui auraient pu passer inaperçus jusqu’à maintenant.
Cette option dépend toutefois de l’explicabilité des modèles utilisés. L’explicabilité d’un
modèle est inversement proportionnelle à sa complexité [20]. Mesurer cette complexité
peut donc servir de proxy pour estimer l’explicabilité d’une méthode [23]. De manière
générale, on retiendra qu’une bonne explication aura tendance à être concise, ciblée, et
aussi le moins abstraite possible [50].

Les méthodes d’interprétation se distinguent en différentes catégories [23]. On dénombre
trois grands axes : Nous référerons à ces axes comme le positionnement, l’étendue et la
spécificité.

Le positionnement se divise en deux sous-catégories : ante hoc et post hoc. Les méthodes
ante-hoc se basent sur l’explicabilité interne des modèles. Les méthodes d’explication
ante-hoc sont donc les modèles en eux-mêmes, que l’on définit comme interprétables,
ou boîte blanche (white-box). Les composants sont extraits et analysés sans faire usage
d’un proxy. Le meilleur exemple de méthode ante-hoc est le modèle linéaire, qui permet
d’obtenir une mesure d’importance des variables prédictives en se référant aux coefficients
linéaires correspondants. Un autre exemple de modèle boîte blanche couramment utilisé
est les modèles pattern-based ou rule-based, comme HiPaR et les arbres de régression.

3. Par la suite, on utilisera exclusivement le terme explicabilité
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Le Rule-fit [51] est un exemple de modèle rule-based couramment utilisé, qui génère des
règles/ensembles de conditions qui seront utilisées comme variables prédictives dans des
modèles linéaires pénalisés. Le post-hoc inclut le reste des méthodes d’explication qui
forment des approximations du fonctionnement interne du modèle ou de ses prédictions
ou évaluent l’impact des variables sur celles-ci. TREPAN [52] est une méthode post-
hoc approximant le fonctionnement interne d’un réseau de neurones à l’aide d’un arbre de
décision. SHAP est une méthode post-hoc. Celle-ci permet d’évaluer la contribution d’une
variable aux prédictions du modèle. Elle considère toutes les permutations possibles de
variables et évalue l’impact de l’ajout d’une variable sur la prédiction finale. Cela permet
d’estimer sa contribution marginale aux résultats du modèle.

Selon l’étendue des explications ou interprétations que nous pouvons obtenir, on divise
les méthodes en deux catégories : les méthodes globales, qui expliquent le comportement
global du modèle sans réellement prendre en compte les instances individuelles ; ensuite les
méthodes locales, qui expliquent les prédictions sur des instances précises des données, ou
éventuellement sur un échantillon d’instances. Les méthodes globales les plus couramment
utilisées comprennent les Partial Dependence Plots et la RF Feature Importance. Une des
méthodes d’explication locale les plus connues, LIME [53] entraîne des modèles linéaires
qui approximent un modèle autour d’une instance cible. Pour ce faire, LIME génère un
ensemble de données artificielles basé sur la distribution des cas étudiés. Un modèle linéaire
est ensuite entraîné sur ces données artificielles, en pondérant celles-ci en fonction de leur
proximité à l’instance cible. Le modèle linéaire est donc un proxy dont les coefficients
reflètent l’importance des variables dans la décision du modèle dans un cadre local.

Enfin, le dernier axe décrit l’adaptabilité des méthodes d’explication. Par là, on entend
si la méthode est adaptée à un modèle en particulier ou non. On divise donc les mé-
thodes entre les catégories agnostiques, applicables à tout type de modèles, et spécifiques ,
structurellement adaptées à un modèle précis. La RF Feature Importance est par exemple
adaptée uniquement aux modèles basés sur des arbres de décision, et ne peut pas être
utilisée sur d’autres types de modèle.

Les méthodes post-hoc peuvent être décrites par d’autres caractéristiques. Les méthodes
génératives sont l’ensemble des méthodes qui génèrent un ensemble de données artificielles
sur lesquelles elles se baseront pour fournir des explications. Les méthodes surrogate re-
groupent les méthodes formant des modèles proxy sur le modèle étudié. Les modèles proxy
sont ensuite utilisés pour fournir des explications sur le modèle primaire. SHAP est un
exemple de méthode générative, Trepan [52] un autre exemple de méthode surrogate. Ces
catégories ne sont pas mutuellement exclusives : LIME est un exemple de méthode géné-
rative surrogate. Kernel-SHAP [54] est un exemple de méthode non-surrogate générative,
et DeepLIFT [55] une méthode non-surrogate non-générative.
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Les méthodes que nous utiliserons par la suite sont les Partial Dependence Plots et la
Permutation Feature Importance. Nous avons choisi ces méthodes car elles sont utilisées
en protection des cultures, sont adaptées aux modèles black-box et nous fournissent des
informations que nous pouvons comparer avec HiPaR.

PDP

Les partial dependence plots (PDP) sont souvent utilisés en protection des cultures. Ils
représentent la relation entre une variable prédictive et les prédictions fournies par le
modèle en isolant l’action des autres variables. La figure 1.2 est un exemple de partial de-
pendence plots. Les deux premiers PDP représentent la relation entre la variable cible et
la température d’une part, et l’humidité d’autre part. Le troisième PDP représente la rela-
tion conjointe de la variable cible, de la température et de l’humidité. Les PDP indiquent
chaque valeur de la variable prédictive d’intérêt. Les partial dependence plots (PDP) sont

Figure 1.2 – Exemple de PDP de la librairie scikit-learn, [56]

souvent utilisés en
protection des cultures.
Ils représentent la
relation entre une
variable prédictive et
les prédictions four-
nies par le modèle
en isolant l’action
des autres variables.
La figure 1.2 est un
exemple de partial

dependence plots. Les deux premiers PDP représentent la relation entre la variable cible
et la température d’une part, et l’humidité d’autre part. Le troisième PDP représente la
relation conjointe de la variable cible, de la température et de l’humidité. Les PDP in-
diquent chaque valeur de la variable prédictive d’intérêt et calculent la valeur moyenne de
prédiction des observations en fonction de chaque valeur. Les PDP sont particulièrement
bien adaptés aux modèles basés sur des arbres de décision. L’étape d’évaluation de chaque
valeur d’une variable peut être satisfaite sans se référer aux données, mais à la structure
des arbres [32].

Les PDP offrent des opportunités d’explication des modèles [57], qui expliquent leur popu-
larité. Cependant, ils peuvent souffrir de certains problèmes, tels que leur temps de calcul,
la difficulté à représenter des relations complexes ou à prendre en compte des corrélations
de variables [58, 59]
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SaliencyMaps

Les méthodes de saillance (saliency) sont des méthodes d’évaluation de l’importance des
variables. Elles permettent de quantifier l’importance de chaque variable prédictive sur la
prédiction d’un modèle. Dans le cadre de la régression, les méthodes permettant de créer
des saliency maps sont les modèles linéaires (et leurs coefficients), LIME, Shapley/SHAP,
ou la RF feature importance. Certaines de ces méthodes s’intéressent au modèle en lui-
même (MLG), tandis que d’autres perturbent les valeurs de variables pour évaluer leur
impact (LIME, RF feature importance) sur le résultat.

Figure 1.3 – Exemple d’explication de Lime [60] appliquée à un classificateur de texte
entre les classes "atheism" et "christian".

La figure 1.3 représente le résultat obtenu par LIME à un classificateur de texte. Dans cet
exemple, le modèle doit classer le texte dans une catégorie, ’atheism’ ou ’christian’. LIME
détermine que le classificateur assigne la classe ’atheism’ au texte avec une probabilité de
58 %. La partie centrale affiche les facteurs les plus influents sur la prédiction du modèle :
dans ce cas, les mots ayant eux le plus d’impact sur le modèle sont ’Posting’, ’Host’ et
’NNTP’.

Permutation Feature Importance.

Figure 1.4 – Exemple de Permutation Feature
Importance de la librairie scikit-learn [61]

La Permutation Feature Importance
est une autre méthode d’évaluation
de l’importance. La méthode est ag-
nostique et peut être utilisée sur tout
type de modèle prédictif. La méthode
se base sur une mesure de la baisse de
performance des modèles après per-
mutation des valeurs d’une variable :
en d’autres termes, on évalue la per-
formance d’un modèle auquel on s’in-
téresse. Pour chaque variable prédic-
tive, on mélange aléatoirement les
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valeurs de celle-ci de manière à rompre le lien entre cette variable et l’objectif. On laisse
les valeurs des autres variables inchangées. On évalue ensuite la baisse de performance
observée du modèle. Cette baisse représente l’importance qu’à la variable mélangée. Une
grande dégradation des performances indique que la variable est influente au sein du
modèle.

Une fois que les explications sont générées, il faut être capable de les interpréter. Pour
ce faire, il est donc nécessaire de choisir un mode de transmission adapté au cas étudié.
Les deux modes de transmission les plus répandus sont les explications textuelles et les
explications graphiques. Dans la section suivante, nous nous intéresserons principalement
à la représentation graphique de l’information.

1.2.2 Visualisation et machine learning

La visualisation de données (dataviz) est un domaine qui regroupe les méthodes et ap-
proches dont le but est de créer des représentations graphiques de grandes quantités de
données, quantitatives ou qualitatives. Ces approches ont généralement pour objectif de
résumer et de rendre compréhensible des données complexes, idéalement dans le but de
mettre en lumière des relations et informations enfouies, qui seraient autrement impos-
sibles à observer, ou de rendre compréhensible des données qui seraient autrement trop
complexes. L’objectif primaire de la visualisation des données est donc la transmission
de l’information, par le biais de représentations graphiques sélectionnées et adaptées au
type de données et d’informations présentes, ainsi qu’aux caractéristiques cognitives et
au comportement des utilisateurs. Ces dernières décennies, le traitement et la représenta-
tion graphique des données ont été facilités par la démocratisation des ordinateurs, qui a
permis de les automatiser. Cela a mené à une formalisation des principes de visualisation
des données.

La visualisation suit un certain nombre de principes et de recommandations qui ont pour
but de maximiser la compréhension des données. Ces principes comprennent les ques-
tions du choix du type de représentation graphique, de la codification des catégories
de données (par exemple : le choix de couleurs ou de textures) et de la compréhensibi-
lité/simplicité [62].

Le choix du type de graphique à utiliser dépend du type de données disponibles (quan-
titatif, qualitatif, ordinal, etc.) ou du type d’information que l’on souhaite mettre en
exergue (distribution, quantité, relations, etc.). Le type de représentation choisi doit par
conséquent représenter les explications de manière adaptée, c’est-à-dire de façon à ce
que l’interface soit informative et intuitive. Par exemple, des méthodes comme LIME et
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SHAP, qui évaluent l’importance des variables explicatives, utilisent une représentation
sous forme de barres.

Variable Importance
MedInc + 1.83

Longitude + 0.64
Latitude - 0.29

AveRooms + 0.14
HouseAge + 0.09
Population - 0.07
AceOccup 0.0
AveBedrms - 0.0

Figure 1.5 – Tableau de valeurs
d’importance des variables.

VS

Figure 1.6 – Exemple d’explica-
tion fournie par SHAP [63].

Dans le cas ci-dessus, le modèle prédit la valeur médiane des logements pour chaque
district de Californie en se basant notamment sur le revenu médian des habitants, la taille
des logements ou encore la position géographique.

Lorsque l’impact d’une variable sur la prédiction d’un modèle est le plus important, la
visualisation sous forme de barres est adaptée, car elle permet de représenter les informa-
tions les plus importantes rapidement et sous une forme simple. Dans l’exemple ci-dessus,
l’échelle de l’impact des variables est estimable d’un coup d’œil en jugeant de la longueur
des barres et en les comparant entre elles (Figure 1.6). De plus, le type d’impact (négatif
ou positif) est facilement observable en utilisant des couleurs faciles à distinguer (ici, rouge
et bleu). En se fiant à Shap, on peut voir que la variable ayant l’impact le plus important
(positivement) sur le prix médian des logements en Californie d’après le modèle est le
revenu médian des ménages.

Au-delà de la question du type de représentation privilégiée, il revient ensuite au concep-
teur de choisir une approche favorisant la compréhensibilité de l’outil de visualisation par
les utilisateurs. De manière analogue aux questions portant sur l’explicabilité des modèles
d’apprentissage automatique, un compromis entre complexité et explicabilité doit souvent
être trouvé. Une explication extrêmement complexe sera plus précise et plus proche de la
réalité, mais sera en pratique impossible à interpréter. Ce principe englobe par exemple
le nombre de graphiques ou d’axes de visualisation à faire apparaître et la quantité d’in-
formation à afficher. On notera par conséquent que toute action permettant de réduire
la complexité de la représentation graphique est à privilégier. Plutôt que de représenter
toutes les données et informations disponibles, il est donc nécessaire de réduire la di-
mensionnalité des données sous une forme simplifiée et compréhensible. Cela demandera
souvent de procéder à une sélection des informations à représenter en suivant une mesure
de priorité.
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Le choix de la codification de l’information est un élément central pour la mise au point
d’une méthode de visualisation, et est lié à la question de la complexité de la visualisa-
tion des données. De manière générale, on essaie de codifier la visualisation de manière
à distinguer et contraster les informations. Par exemple, l’utilisation d’un ensemble de
couleurs distinctes pour représenter les données est un moyen efficace pour contraster ces
dernières. Ce médium est toutefois limité par la capacité du cerveau humain à distinguer
les couleurs, particulièrement dans des situations où celles-ci peuvent être mélangées ou
difficiles à distinguer. On considère généralement que l’être humain peut distinguer jusqu’à
10 couleurs de manière simultanée. Dans les faits, il est souvent recommandé de limiter
ce nombre à 6 pour optimiser l’évaluation visuelle des résultats. Qui plus est, il est bon
de noter qu’une proportion non négligeable de la population est victime de daltonisme
sous une forme ou une autre. L’objectif de la visualisation des données étant de faciliter
la transmission de l’information, on prendra en compte ce facteur en sélectionnant des
gradients ou des ensembles de couleurs adaptés.

(a) Exemple d’outil de sélection de gradients de cou-
leur, [64]

Exemple d’outil permettant de sélectionner
un gradient de couleur adapté à une ap-
proche de dataviz. Cet outil permet de sé-
lectionner au maximum douze couleurs dif-
férentes et offre des options annexes, no-
tamment la possibilité de générer des gra-
dients adaptés aux personnes daltoniennes.

1.2.3 Interface utilisateur

Le choix et la complexité de la méthode d’explication, combinés à sa représentation gra-
phique, dépendent également du public ciblé par la méthode. Supposons qu’une méthode
d’explication d’un modèle d’apprentissage automatique soit destinée à un domaine d’ac-
tivité en particulier. On peut diviser grossièrement les publics cibles en fonction de leur
degré de connaissance en apprentissage automatique et dans le domaine d’application. Un
néophyte est un individu ne disposant pas de connaissances dans l’un ou l’autre domaine.
Un expert terrain aura de solides connaissances dans le domaine d’application, mais gé-
néralement peu en apprentissage automatique. Un expert Machine Learning possède des
connaissances théoriques sur les modèles utilisés, mais le plus souvent peu sur le domaine
d’application [23].

Chaque catégorie a des besoins et des demandes spécifiques en matière de méthode d’ex-
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plication : les néophytes souhaiteront obtenir des explications simples et concises leur
permettant d’interpréter un résultat obtenu par le biais d’un modèle. Cette catégorie
d’utilisateurs n’aura pas nécessairement de demande concernant le fonctionnement des
modèles ou leurs méthodes d’explication. D’une certaine manière, on peut considérer que
les explications fournies doivent être les plus simples et chercher au maximum à ne pas
troubler l’utilisateur.

Dans le cas des experts terrains, on doit fournir des informations plus précises et plus
approfondies. Les experts terrains sont aussi particulièrement demandeurs en matière
de confiance accordée aux modèles et à leurs explications : cette catégorie souhaitera
le plus souvent comprendre comment le modèle parvient à un résultat. Cela peut se
faire en intégrant des éléments factuels des données en lien avec les explications fournies.
De manière générale, on peut dire que l’expert de terrain accordera plus d’intérêt aux
méthodes globales que la catégorie précédente. La confiance accordée à la méthode définit
si l’expert sera capable de mettre en application ses connaissances en conjonction avec
la méthode, et donc in fine l’efficacité de la méthode. Il est donc nécessaire d’adapter
la méthode d’explication de manière à permettre aux experts d’extraire de nouvelles
informations et connaissances. Il faut également noter que les experts de terrain sont les
plus susceptibles de remettre en question les explications fournies, en particulier si celles-ci
vont à l’encontre de leurs propres informations.

La dernière catégorie regroupe les individus disposant de connaissances en Machine Lear-
ning sans pour autant disposer de connaissances de terrain. Dans ce cas, la méthode de
visualisation devra s’attarder sur le fonctionnement du modèle plutôt que sur les inter-
actions avec les données terrain. Cette catégorie se concentre donc principalement sur le
fonctionnement interne d’un modèle et sera généralement peu intéressée par des méthodes
d’explication destinées aux catégories précédentes.

On cherche désormais à confirmer la pertinence des principes explicités précédemment.
Pour ce faire, nous nous baserons sur un ensemble de cas d’application se concentrant sur
l’analyse des modèles, en prenant pour cible les experts agronomes.
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Chapitre 2

CAS D’ÉTUDES

L’explicabilité des modèles est un élément influant sur l’acceptabilité de l’utilisation de
l’approche de machine learning en protection des cultures. On s’intéressera aux cas de
maladies des plantes impactant fréquemment les cultures en France, comme le mildiou de
la vigne et la cercosporiose de la betterave. Sans traitement efficace, ces maladies peuvent
avoir un impact significatif sur les rendements de ces cultures [65]. On utilisera des jeux
de données de protection des cultures contenant principalement des informations d’ordre
météorologique. Ces données incluent également des données historiques sur l’incidence
de maladies sur plusieurs années. Des modèles de machine learning ont été entraînés et
testés sur ces données, avec pour objectif de prédire l’incidence ou la date d’apparition des
symptômes de maladies. Ces modèles seront ensuite analysés afin d’estimer leur précision
et leur explicabilité.

Données épidémiologiques de la cercosporiose de la betterave sucrière

La cercosporiose de la betterave sucrière (SBC) est une maladie fongique se dévelop-
pant dans les feuilles de certains légumes, parmi eux la betterave sucrière. La maladie
est polycyclique [66, 67]. Les plantes infectées développent des tâches qui, au cours de
l’été, provoquent leur assèchement total. La phase de dissémination initiale a lieu au
printemps et dépend de facteurs tels que le vent et la pluie [68]. En dehors de la saison,

Figure 2.1 – Feuille de betterave su-
crière infectée par la cercosporiose

les inocula survivent sur des résidus de récoltes
et dans le sol. Dans le cas des sols, la survie
d’un inoculum est inversement proportionnelle à
la profondeur d’enfouissement et peut y survivre
jusqu’à 3 ans [69]. La perte de rendement engen-
drée peut être significative si la maladie n’est pas
régulée. Les principales méthodes de contrôle de
la cercosporiose incluent l’enfouissement profond
des résidus de récolte, une rotation des cultures
longue, l’utilisation de variétés résistantes et en-

fin l’utilisation de fongicides. Il est donc particulièrement important de pouvoir prédire et
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contrôler le développement de cette maladie pour déterminer quand appliquer les traite-
ments et donc préserver les rendements. Les données expérimentales utilisées dans notre
travail ont été collectées sur différentes exploitations. Celles-ci ont pu être collectées grâce
à l’aide de l’ITB (Institut Technique de la Betterave) sur une période s’étendant de 2009 à
2020 à travers la France. Chaque parcelle d’expérimentation a été observée sur une année
définie pour éviter tout risque de redondance et donc de surentraînement. Les relevés de
progression des symptômes ont été effectués de manière hebdomadaire sur une centaine
de plants de betterave par des experts agronomes. L’incidence de la maladie est définie
comme la proportion (en pourcentage) des feuilles de betterave montrant des tâches symp-
tomatiques de la Cercosporiose. Ces contrôles ont eu lieu de la période d’apparition usuelle
des symptômes (généralement au mois de mai) jusqu’à la période de récolte (deuxième
quinzaine de septembre). Au total, le jeu de données pré-traité et nettoyé contient des
observations de l’incidence de la cercosporiose sur 1 235 parcelles.

On attache une date à chaque parcelle correspondant à la date d’apparition des symptômes
de la Cercosporiose. Cette date correspond à la date à laquelle la proportion de feuilles
infectées est supérieure à 10 %. L’incidence de la cercosporiose en fin de saison est définie
comme l’incidence maximale observée pendant la période s’étendant du 25 août au 15
septembre.

Données épidémiologiques du mildiou de la vigne

Le mildiou est une autre maladie fongique qui peut se développer aux dépens de plusieurs
espèces de plantes, comme les pommes de terre ou la vigne. Il se manifeste par des tâches
brunes ou des moisissures blanches, typiquement sur les feuilles qui finissent par dépérir.

Figure 2.2 – Feuille de betterave sucrière
infectée par la cercosporiose

Dans les cas plus extrêmes, des rameaux,
voire des pieds entiers peuvent être tou-
chés. À l’inverse de la betterave, la maladie
affectant un pied de vigne peut avoir des
conséquences beaucoup plus graves à long
terme, la betterave étant une culture an-
nuelle, alors qu’un pied de vigne met plu-
sieurs années avant de pouvoir être exploité
dans le cadre d’une activité vinicole. Les
précipitations et la température sont les
facteurs de dissémination et de développe-
ment les plus importants du mildiou [70].
Les méthodes de contrôle du mildiou in-

cluent l’utilisation de fongicides, l’entretien des pieds de vigne de manière à limiter le
nombre de pousses et de feuilles basses, ainsi que le drainage d’eau stagnante à proximité
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des pieds.

Les données concernant le développement du mildiou de la vigne ont été collectées sur
une période allant de 2010 à 2017. Les parcelles d’expérimentation sont réparties à travers
la France et ont été surveillées par l’Institut Français de la Vigne et du Vin (IFV). Pour
chaque parcelle considérée, les observations ont été effectuées sur des rangées de vigne
non traitées. Chaque rangée utilisée pour les observations est entourée par deux rangées
elles-mêmes non traitées. Ceci est fait pour éviter que la rangée soit traitée par inadver-
tance avec des fongicides. La rangée centrale est surveillée de manière hebdomadaire pour
mesurer le développement du mildiou. Le développement du mildiou est mesuré à travers
la proportion de feuilles de vigne montrant des signes d’infection par Plasmopara viticola.
Ces relevés ont eu lieu entre le débourrement, c’est-à-dire la fin de l’hibernation hivernale
des pieds de vigne, et la fermeture des grappes, entre le mois de mars et la deuxième
quinzaine de juillet. Le contrôle peut également être arrêté si l’incidence atteint 100 %,
c’est-à-dire quand toutes les feuilles sont symptomatiques. Le nombre total d’observations
individuelles est de 9 407 observations hebdomadaires, sur un total de 713 parcelles.

Pour chaque parcelle, on attribue une date d’apparition des symptômes. Cette date corres-
pond à la date à partir de laquelle la proportion de feuilles infectées est supérieure à 1 %.
On définit l’incidence du mildiou en fin de saison comme la valeur maximale d’incidence
sur l’ensemble de la saison.

Données météorologiques

Les variables météorologiques ont été obtenues par l’intermédiaire de la base de don-
nées SAFRAN, agrégée et entretenue par Météo-France. SAFRAN subdivise le territoire
français à l’aide d’une grille de taille 8×8 Km et conserve les données météorologiques
pour chaque cellule de la grille [71]. Des relevés journaliers d’humidité, de température
moyenne, de vitesse du vent, de précipitations et d’ensoleillement ont été utilisés pour
composer des variables météorologiques pour chacune des maladies.

Dans le cas de la cercosporiose, les informations sont collectées sur une période s’éten-
dant de janvier à juin. Ces données sont ensuite agrégées sur des périodes de 15 jours
consécutifs. Chaque période correspond à la première ou à la deuxième moitié de chaque
mois concerné. Pour permettre l’utilisation de modèles demandant des données tabu-
laires plutôt que des séries temporelles, chaque valeur agrégée est stockée sous la forme
d’une variable. Par conséquent, chaque variable météorologique est subdivisée en autant
de variables que de périodes de 15 jours observées. Ces variables sont nommées selon une
convention permettant d’identifier la période de temps et le type de variable concerné. La
première partie décrit le mois en utilisant les trois premières lettres de celui-ci, suivies par
un ‘A’ ou un ‘B’, dénotant la première et la deuxième quinzaine du mois. La deuxième
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partie décrit la nature de la variable d’un point de vue météorologique et la manière dont
cette variable est calculée. Les suffixes des variables sont décrits dans le tableau 2.1. Par
exemple, JanA-ndRHm60 est la variable correspondant au nombre de jours (nd) ou à
l’humidité relative (RH) pendant la première quinzaine (A) de janvier (A) où la valeur
moyenne a été supérieure à 60 % (m60). Les données ont été collectées sur une période
s’étendant de 2009 à 2020. Les parcelles se répartissent principalement dans le nord de la
France et en région parisienne, même si quelques parcelles sont observables dans le centre
du pays.

Dans le cas du mildiou de la vigne, les variables décrivent soit les conditions météorolo-
giques au moment de la collecte des données, soit la somme de celles-ci pendant les quatre
semaines précédant cette date. Par exemple, la variable ETP correspond à l’évapotranspi-
ration au moment de l’observation. ETP-4w correspond à la somme de l’évapotranspira-
tion sur les quatre semaines précédentes. Ces jours sont comptabilisés à partir du mois de
janvier. Cette longueur de quatre semaines a été choisie en se basant sur des indications
d’experts concernant le développement du mildiou. Les seules exceptions sont le nombre
de jours considérés comme “pluvieux” et “secs”. Les parcelles ont été observées entre 2010
et 2017. Elles se trouvaient majoritairement en Nouvelle-Aquitaine et en Occitanie, ainsi
que dans une moindre mesure en Pays de la Loire et dans le Centre-Val de Loire.

Nom Variable
RHmX Humidité relative moyenne inférieure à X (X = {60, 65, 80, 90})

H87 Index d’humidité égal à 87%
H87Y Index d’humidité égal à 87 pendant au moins (Y = {6, 10}) hours
TmX Températures moyennes supérieures à (X = {15, 20}) degrés

TmXTinfYZ Températures moyennes supérieures à (X = {15}) degrés mais plus basse que
(Y = {10}) pour au moins (Z = {3}) heures

TbloX Nombre de jours ou les températures sont définies comme inhibitrices
au développement de la cercosporiose pendant plus de (X = {3,6}) heures.

Table 2.1 – Description des variables météorologiques utilisées pour modéliser la dyna-
mique de développement de la cercosporiose de la betterave sucrière (SBC). Les tempé-
ratures sont considérées comme inhibitrices quand comprises entre 10° et 38°

Variables à prédire

Les données météorologiques et agronomiques constituent les jeux de données à notre
disposition pour les 4 variables à prédire. Ces variables sont l’incidence en fin de saison
et la date d’apparition des symptômes. Ces jeux de données se présentent sous la forme
suivante :

➔ Le jeu de données de la cercosporiose en fin de saison contient 1 235 parcelles,
décrites par 367 variables qui seront utilisées dans les modèles, parmi lesquelles on
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trouve une variable catégorielle et 366 variables numériques. 364 de ces variables
numériques correspondent à 26 variables météorologiques agrégées sur une période
de 15 jours de janvier à juin. Les deux variables numériques restantes correspondent
à la date d’apparition des symptômes et au jour des semis. La variable catégorielle
est une variable agronomique nommée zone_à_risque, un indicateur basé sur les
connaissances des experts concernant la sensibilité des parcelles à la cercosporiose.
Le jeu de données utilisé pour calculer la date d’apparition de la cercosporiose est le
même que pour la prédiction de l’incidence en fin de saison. Les variables à prédire
décrites dans ce jeu de données, à savoir la date d’apparition des symptômes et
l’incidence en fin de saison, sont représentées sous la forme du numéro du jour
de l’année durant lequel les symptômes apparaissent et du pourcentage de feuilles
symptomatiques.

➔ Le jeu de données du mildiou contient 359 parcelles et 17 variables prédictives
numériques dans le cadre de la prédiction des dates d’apparition, ainsi que 700 par-
celles pour l’incidence en fin de saison en septembre. Les variables décrites incluent
l’évapotranspiration, les précipitations et des mesures de température. Sept de ces
variables sont limitées à la date de récolte des données, et quatre représentent la
somme de ces variables sur une période de quatre semaines précédant la date de
récolte des données. 3 correspondent à des mesures de température agrégées. Les 3
variables restantes représentent les précipitations : une mesure des jours considérés
comme "secs", une mesure des jours "humides" et la valeur agrégée des précipitations
(en mm).
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Chapitre 3

MODÉLISATION ET ANALYSE DE LA

DYNAMIQUE DES MALADIES DES

PLANTES

Dans l’objectif de prédire l’incidence de la cercosporiose et la date d’apparition des symp-
tômes du mildiou de la vigne et de la cercosporiose de la betterave sucrière, on entraîne
des modèles (Lasso, Random Forest, Gradient Boosting et HiPaR) sur les données présen-
tées dans chap :caset. Ces modèles de régression seront d’abord comparés en fonction de
leurs performances et de leur complexité. Puis, on analysera leurs propriétés et les infor-
mations que ceux-ci peuvent nous apporter. Plus particulièrement, on examinera HiPaR
pour évaluer l’intérêt des modèles de complexité intermédiaire, dans notre cas un modèle
pattern-based, du point de vue de l’explicabilité.

3.1 Protocole d’entraînement et de test

3.1.1 Choix et optimisation des modèles

L’évaluation des modèles de notre benchmark suit les protocoles standards d’évaluation,
tout en prenant en compte certaines spécificités propres à la protection des cultures.
L’approche classique de validation croisée consiste à échantillonner un ensemble d’entraî-
nement depuis l’ensemble des données de manière indiscriminée, et à utiliser les données
restantes comme ensemble de test. Un tirage indiscriminé implique que des données pro-
venant d’une même année peuvent se trouver à la fois dans l’ensemble d’entraînement et
l’ensemble de test. Cependant, dans le cadre agronomique, la plupart des cultures sont
des cultures annuelles, ce qui fait que des sous-ensembles sont de facto présents dans le
jeu de données agrégé. Les variations des conditions météorologiques d’une année à l’autre
font que ces sous-ensembles peuvent être fortement distincts les uns des autres.

Ceci pose problème pour la validation croisée : le fait d’utiliser des données d’une même an-
née dans les ensembles d’entraînement et de test augmente le risque de sur-apprentissage.
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Il existe un risque non négligeable que les modèles semblent performants de prime abord,
car ils sont entraînés sur des données d’une même année, mais qu’ils ne puissent pas
généraliser ces prédictions sur de nouvelles données.

Qui plus est, la réalité applicative impose de modifier la validation croisée pour l’adapter
au cadre de la protection des cultures : les modèles de protection des cultures sont entraînés
sur des ensembles de données regroupant des données historiques. En d’autres termes, on
entraîne les modèles sur les années précédentes dans l’objectif de prédire les années à venir.
Par conséquent, on privilégiera une approche de validation croisée basée non pas sur un
échantillonnage aléatoire de l’ensemble des données, mais sur une segmentation année
par année des données. À chaque itération, une année sera isolée du reste des données
et utilisée comme ensemble de test. Les autres années seront utilisées pour entraîner les
modèles. Cette approche permet de simuler le protocole usuel et d’évaluer la robustesse
des modèles sur plusieurs années.

Les modèles testés pour chaque année sont le Lasso, le Random Forest, Gradient Boos-
ting et HiPaR. Pour chaque année, le meilleur modèle est sélectionné en optimisant les
hyperparamètres de chaque type de modèle. La phase d’énumération d’HiPaR étant trop
longue, par exemple quand le seuil de support est trop bas, il n’est pas raisonnable d’en-
visager d’optimiser les paramètres de cette phase. Par conséquent, on entraînera un seul
modèle avec un seuil de support de 30 %, c’est-à-dire que les règles sélectionnées incluront
au minimum 30

Le coefficient de détermination linéaire de Pearson (R2) est utilisé pour mesurer les perfor-
mances des modèles. Ce choix est fait pour permettre de comparer les modèles de manière
uniforme et ne pas dépendre de l’échelle des variables à prédire.

3.1.2 Mesure de complexité

Pour tenter d’estimer l’explicabilité des modèles, on utilisera la complexité des modèles
comme proxy de la même manière que décrite dans la section Introduction. Pour évaluer
la complexité des modèles, on se basera sur les approches décrites dans [40, 23], qui
consistent à dénombrer le nombre d’éléments utilisés dans un modèle. Un élément peut être
un coefficient linéaire non nul ou une condition sur une variable prédictive. Cette dernière
mesure est applicable aux modèles basés sur des arbres de décision comme les random
forests ou le gradient boosting car chaque nœud de chaque arbre représente une condition
appliquée sur une variable prédictive. Ce nombre peut être très important quand les
modèles sont composés d’un grand nombre d’arbres. Dans le cas d’un modèle mélangeant
conditions sur les variables et modèles linéaires, on décompte tous ces éléments pour en
évaluer la complexité.
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Ces mesures sont toutefois imparfaites. Les modèles peuvent être basés sur des éléments
similaires, mais différer dans leur structure. Par exemple, le gradient boosting est entraîné
de manière itérative : chaque sous-modèle est lié aux modèles qui le précèdent et le suivent.
Ainsi, les éléments de chaque sous-modèle sont liés aux éléments des autres sous-modèles,
et sont donc difficilement interprétables en l’état. Ceci entre en conflit avec les Random
Forest, où chaque sous-modèle, c’est-à-dire chaque arbre binaire, est formé de manière
indépendante par rapport aux autres. Dans ce cas, on compare donc des éléments qui
sont techniquement de même nature, mais en réalité divergents.

En suivant cette approche, un modèle Lasso est généralement moins complexe qu’un
modèle HiPaR ayant sélectionné plusieurs règles. Ceci est dû au fait que la complexité
du Lasso ne dépend que du nombre de coefficients linéaires différents de 0, alors que
la complexité d’HiPaR dépend à la fois du nombre de conditions et des coefficients des
modèles linéaires locaux.

Si on considère l’arbre de régression T prédisant la valeur de la variable cible y en fonction
de x1 et x2 :

x1 > 10

x2 < 5.5

150 300

50

Sa complexité c(T ) est de 5 car l’arbre est constitué de 5 nœuds. De la même manière, si
on considère la règle R

C1 ∧ C2 ∧ C3 ∧ C4 ⇒ y = 3x1 + 4x2 − 4x3 + 8. (3.1)

La complexité c(R) de la règle est de 8 car la règle comporte 3 conditions (C1,C2,C3,C4)
et utilise 4 coefficients linéaires (3,4,-4).

3.1.3 Évaluation des modèles année par année

Nous commencerons par évaluer nos modèles en nous intéressant à leurs résultats année
par année, présentés dans les graphiques ci-dessous. Cela nous permettra d’évaluer leurs
performances prédictives ainsi que leur robustesse, qui sont les principaux critères de
sélection des modèles destinés aux OAD.
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(a) Variation du R2 année par année (b) Distribution des valeurs de R2 année par année

Figure 3.1 – Date d’apparition des symptômes du mildiou

(a) Variation du R2 année par année (b) Distribution des valeurs de R2 année par année

Figure 3.2 – Incidence du mildiou en fin de saison
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(a) Variation du R2 année par année (b) Distribution des valeurs de R2 année par année

Figure 3.3 – Date d’apparition des symptômes de la cercosporiose

(a) Variation du R2 année par année (b) Distribution des valeurs de R2 année par année

Figure 3.4 – Incidence de la cercosporiose en fin de saison

On constate que les performances varient de manière drastique d’une année à l’autre.
Dans le cas de la prédiction de la cercosporiose de la betterave, et en dépit des variations
notables, les performances de nos modèles sont en moyenne acceptables dans le cadre de la
protection des cultures, un R2 de 0,3 étant considéré comme satisfaisant compte tenu de la
complexité des données. On note également que certaines années sont difficiles à modéliser,
quelle que soit la variable à prédire (incidence ou date d’apparition) ou la méthode.
L’année 2015 est particulièrement problématique et semble mettre en échec la quasi-
totalité des modèles. Une explication possible est que cette année était exceptionnellement
sèche et chaude [72], avec des températures supérieures de 1 °C par rapport aux normales
et une baisse de précipitations de 15 % au niveau national. Ces facteurs météorologiques
ont pu déstabiliser nos modèles, en raison de leur nature hors norme, en particulier dans la
mesure où les températures et les précipitations sont des facteurs connus de dissémination
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et de développement du mildiou et de la cercosporiose [70, 68].

Une tendance descendante notable est observable pour l’incidence en fin de saison de
la cercosporiose. Une hypothèse possible permettant d’expliquer cette tendance est l’in-
fluence du changement climatique : celui-ci provoque une déviation de chaque nouvelle
année par rapport aux précédentes, ce qui entraîne une dégradation des performances des
modèles. Aucune tendance particulière ne peut être observée dans les autres cas.

3.1.4 Compromis performance-complexité

Nous allons maintenant évaluer les performances des modèles en fonction de leur com-
plexité. Cela nous permettra de visualiser les gains de performances obtenus par rapport
à la perte d’interprétabilité des modèles. La Figure 3.5 représente le compromis entre
la complexité et les performances des modèles de machine learning observés. L’axe des
abscisses illustre la complexité des modèles en utilisant une échelle logarithmique. Les
ordonnées correspondent à la médiane des indices R2 de chaque modèle obtenus pendant
la validation croisée. Plus un modèle se situe dans le coin en haut à gauche, plus il s’ap-
proche de l’optimum du compromis entre les performances et la complexité des modèles :
faible complexité et bonne performances. Comme suggéré dans [40], les modèles plus
complexes, comme les forêts aléatoires et le gradient boosting, font preuve de plus hautes
performances en contrepartie d’une complexité accrue. Les modèles Lasso, nos modèles
de base, sont souvent les moins performants. HiPaR se positionne entre ces deux groupes
de modèles.
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Figure 3.5 – Coefficient R2 des différents modèles de machine learning en fonction de
leur complexité. L’axe des abscisses correspond au nombre d’éléments composant chaque
modèle (en échelle logarithmique). Les ordonnées correspondent aux valeurs médianes de
R2 obtenues pendant la validation croisée. GBR correspond aux modèles de régression
par gradient boosting, et RFR aux forêts d’arbres aléatoires.
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On met en exergue que les performances peuvent varier de manière significative entre les
différents cas. Tous les modèles semblent éprouver des difficultés à prédire les dates d’ap-
parition des symptômes du mildiou de manière précise, compte tenu des valeurs négatives
de R2 observées (en bas à droite).

Le R2 varie entre 0,12 et 0,26 pour la prédiction de l’incidence finale de cette même maladie
(en bas à gauche), ou le gradient boosting tire son épingle du jeu. HiPaR est proche du
Lasso, ce qui signifie qu’aucune ou peu de règles ont été utilisées.

Les différences de performance entre les prédictions de la date d’apparition des symptômes
et de l’incidence finale du mildiou dans ce jeu de données peuvent s’expliquer par le
faible nombre d’observations utilisées pour la prédiction de la date d’apparition : 359
observations contre 700 pour l’incidence en fin de saison.

La portée des variables agrégées est également limitée en ce qui concerne l’historique.
Par cela, on veut dire que ces variables ne couvrent que les 4 semaines précédant une
observation spécifique. Même si cela nous aide à confirmer le compromis présent entre
complexité et performance, cela a pour conséquence de réduire le nombre de jeux de
données intéressants à étudier et d’obtenir des modèles peu efficaces.

Les résultats obtenus sur le jeu de données de la cercosporiose sont plus intéressants. La
médiane des scores de R2 obtenus sur les dates d’apparition varie entre 0,13 et 0,18, le
gradient boosting en tête, suivi par HiPaR puis le Lasso. Le Random Forest est moins
performant de manière significative. On remarque que si le gradient boosting est le meilleur
modèle en termes de R2, il n’en reste pas moins que le gain de précision est marginal par
rapport au Lasso (0,01 R2), surtout si on prend en compte le gain de complexité induit
(de l’ordre de 103 éléments).

Dans le cas de l’incidence en fin de saison, le R2 varie entre 0,05 et 0,35. Dans ce cas,
HiPaR est plus performant que le modèle linéaire classique, avec une différence de 0,3 en
R2. HiPaR présente de meilleures performances que les modèles ensemblistes, dépassant
le gradient boosting de 0,05 R2 et le random forest de 0,1. Ce gain est significatif dans la
mesure où HiPaR se distingue de ces modèles en termes de complexité par un ordre de
grandeur. Les modèles ensemblistes présentent des performances similaires.

Bien que se basant sur des données similaires, les modèles se placent différemment en
termes de compromis complexité-performance. On dénombre ici 3 cas de figure :

➔ Dans le cas de la modélisation du mildiou, les modèles simples et intermédiaires
sont largement dépassés par les modèles ensemblistes. On pourra donc privilégier
ces derniers, la complexité des modèles n’apportant rien de significatif dans ce cas.

➔ Dans le cas de la prédiction de la date d’apparition des symptômes de la cerco-
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sporiose, les gains de performances par rapport à la complexité des modèles sont
au mieux marginaux. Il est donc plus intéressant de favoriser les modèles simples
comme le Lasso, car les pertes de précision (s’il y en a) sont largement compensées
par l’interprétabilité des modèles.

➔ Dans le cas de la prédiction de l’incidence en fin de saison de la cercosporiose,
HiPaR dépasse les autres modèles dans une majorité d’années, tout en gardant sa
place de modèle de complexité intermédiaire. Il est donc potentiellement intéressant
de l’utiliser, tant pour ses performances que pour les informations qu’il pourrait
apporter.

Le compromis observé dans nos cas d’usage démontre l’utilité des modèles de complexité
intermédiaire, qui sont capables de s’approcher des modèles ensemblistes dans des cas où
les modèles linéaires en sont incapables. On peut supposer que ces modèles sont capables
de modéliser des interactions plus complexes et, par conséquent, d’encapsuler des infor-
mations intéressantes à examiner. Dans la section ci-dessous, nous chercherons à analyser
les modèles obtenus pour la prédiction de l’incidence de la cercosporiose de la betterave
sucrière en fin de saison en 2009. Ce choix a été fait en raison des performances des
modèles sur cette année : le gradient boosting affiche un R2 de 0,67 et de 0,66 pour les
random forests, 0,47 pour HiPaR et 0,3 pour Lasso. Ces valeurs de variance expliquée
permettent de supposer que les informations issues de ces modèles sont pertinentes et cré-
dibles. Dans le cas des modèles boîte blanche, il sera possible d’examiner directement les
éléments des modèles, sans passer par une méthode d’explication. Les modèles boîte noire
demanderont l’utilisation de méthodes d’explication couramment utilisées pour vérifier si
les informations obtenues sont concordantes.

3.2 Interprétation : Incidence de la cercosporiose de
la betterave sucrière

Les techniques d’interprétation utilisées sont la feature importance ranking (ou impor-
tance des variables), les partial dependence plots (ou graphiques de dépendance partielle),
et l’analyse de règles hybrides. La première technique nous permet de déterminer quelles
sont les variables qui ont le plus d’impact sur les prédictions d’un modèle. Les partial de-
pendence plots et l’analyse des règles hybrides permettent de mettre en exergue des effets
de seuil entre les variables prédictives et à prédire. Par effet de seuil, on entend des cas où
la relation entre les variables prédictives et la variable prédite varie de manière significa-
tive en fonction de la région de l’espace des données dans laquelle on se situe, c’est-à-dire
en fonction de seuils portant sur les variables prédictives. Un exemple parlant de fonctions
incluant un effet de seuil sont les fonctions non monotones. Les méthodes basées sur des
patterns, comme HiPaR, sont particulièrement adaptées pour détecter ce genre d’effets.
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De plus, ces méthodes permettent d’affiner les interactions entre les variables prédictives
pour chaque sous-région délimitée par les règles.

Notre approche est divisée en trois étapes :

➔ On comparera en premier lieu les modèles ensemblistes et linéaires afin d’explici-
ter les différences de structures entre nos modèles de complexité haute et basse.
On utilisera la feature importance ranking sur les modèles complexes pour obtenir
les rangs d’importance des variables. Les coefficients linéaires du Lasso nous per-
mettront de classer les variables en fonction de leur importance dans le modèle.
Ces rangs d’importance seront utilisés dans un parallel coordinate plot qui nous
permettra de visualiser les différences de structure des modèles.

➔ Deuxièmement, on cherchera à comparer les modèles ensemblistes et HiPaR. Pour ce
faire, on utilisera les Partial Dependence Plots des modèles ensemblistes en conjonc-
tion avec les conditions utilisées dans les règles hybrides d’HiPaR pour déterminer
s’il est possible d’observer des similarités.

➔ Enfin, on comparera les règles hybrides et les modèles locaux d’HiPaR avec le Lasso
à l’aide de leurs coefficients linéaires afin d’observer les différences de structure et
d’en tirer des informations.

Importance de variables. Une manière simple d’évaluer la manière dont les données
sont modélisées par un modèle de machine learning est d’évaluer le rang d’importance des
variables prédictives afin d’estimer l’influence de chacune d’entre elles sur les prédictions
du modèle. Ce rang peut être basé sur différentes mesures, comme les coefficients d’un
modèle linéaire, ou un score d’importance calculé a posteriori pour les modèles boîte noire.
Pour les méthodes ensemblistes, qui sont basées sur des arbres de décision, on utilise
des mesures adaptées spécialement à celles-ci. On utilisera l’importance de variable par
permutation de scikit-learn [61]. Cette approche offre une mesure d’importance en faisant
varier les valeurs des variables prédictives associées à chaque observation de X. La baisse
de performance observée est ensuite utilisée pour déterminer si le modèle dépend de la
variable dont on a fait varier la valeur : plus les performances diminuent, plus la variable
est importante pour le modèle. Pour les modèles linéaires, comme le Lasso, on utilisera les
coefficients linéaires du modèle. Les coefficients du Lasso représentent la contribution réelle
des variables prédictives à la prédiction du modèle. Ces coefficients peuvent être de signe
positif ou négatif. Un coefficient négatif ne veut pas nécessairement dire que la variable
associée est moins impactante, mais que son influence sur la prédiction finale est négative.
Il est donc nécessaire d’utiliser les valeurs absolues de ces coefficients pour obtenir un rang
d’importance exploitable. On compare les rangs du Lasso, du RFR et du GBR dans le
tableau Figure 3.6. On exclut HiPaR en raison de sa nature hybride : l’importance d’une
variable par permutation ne permet pas de déterminer si le rang d’une variable est lié à
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un effet de seuil (si cette variable est utilisée dans une condition d’une règle hybride) ou
à un des modèles linéaires formant HiPaR. Classer en utilisant les coefficients linéaires
utilisés par HiPaR est également impossible dans la mesure où celui-ci est composé d’un
ensemble de modèles linéaires dont les supports (et donc la prévalence) varient.

Figure 3.6 – Parallel coordinates plot contenant les variables les plus importantes pour
les modèles random forest, gradient boosting et Lasso. Pour chaque modèle, on sélectionne
les 4 variables les plus importantes de chaque modèle. Pour chaque modèle, les variables
situées au delà de la 4e peuvent être de rang inférieur à ce qui est affiché.

Comme on peut l’observer, RFR et GBR se comportent de manière similaire : parmi les
quatre variables les plus importantes, la seule différence entre les deux modèles est l’ordre
dans lequel les variables sont classées. La variable threshold-1 est la plus importante
quel que soit le modèle. Cette variable représente le jour où les premiers symptômes de
cercosporiose apparaissent sur la parcelle. RFR et GBR font usage de la variable risk-
zone, qui est un indicateur expert. Le modèle linéaire n’inclut pas cette variable parmi les
quatre variables les plus importantes.

Si les scores d’importance des modèles basés sur les arbres de décision nous apportent des
informations sur les modèles, ceux-ci n’indiquent pas si une variable a une influence néga-
tive ou positive sur la prédiction du modèle. Dans le cadre de la protection des cultures, il
s’agit par exemple de savoir si un facteur climatique est favorable au développement d’une
maladie ou, au contraire, inhibe sa croissance. On peut toutefois obtenir cette information
pour le Lasso, car les coefficients sont signés : un coefficient négatif indique une influence
inhibitrice sur la croissance de la maladie, tandis qu’un coefficient positif sous-entend que
la variable associée est un facteur aggravant l’impact de la maladie.
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Variable Coefficient

Threshold-1 -41
AprA-STm10 27.64
JunA-ndW2 -23.39
JunB-STm10 22.24

AprB-ndRHm60 14.73

Table 3.1 – 5 coefficients linéaires les plus importants du Lasso (classés par ordre
décroissant)

Le sens des variables présentes est comme suit :

threshold-1 : Date d’apparition des symptômes
AprA-STm10 : Somme des températures moyennes journalières supérieures à 10°C pen-

dant la première quinzaine d’avril
JunB-ndW2 : Nombre de jours de la deuxième quinzaine de juin ou la vitesse moyenne

du vent est supérieure ou égale à 2m.s−1

JulB-STm10 : Somme des températures moyennes journalières supérieures à 10°C pen-
dant la deuxième quinzaine de juillet

AprB-ndRHm60 : Nombre de jours de la deuxième quinzaine d’avril ou l’humidité
relative est supérieure à 60%

La Table 3.1 nous indique logiquement que plus les symptômes apparaissent tardivement,
plus l’incidence finale sera faible. L’incidence prédite par le modèle linéaire a tendance à
être plus importante lorsque les températures et l’humidité en juin et en avril sont élevées,
alors qu’un climat venteux semble inhiber la croissance de la maladie. Ces résultats sont
toutefois à relativiser dans la mesure où le R2 du Lasso est de 0,3. Ceci étant dit, ces
variables sont également utilisées par les méthodes ensemblistes, ce qui confirme qu’elles
ne sont au minimum pas décorrélées de l’incidence.

Effets de seuil. Comme énoncé plus tôt, les méthodes de régression pattern-based sont
construites de manière à détecter les effets de seuil sur les variables prédictives. Dans le cas
d’HiPaR, ces effets sont caractérisés de manière explicite dans l’ensemble de conditions de
chaque règle hybride. Pour déterminer si le modèle est parvenu à modéliser ces effets, nous
examinerons les règles utilisées par HiPaR sur notre cas d’usage. Les seuils et informations
obtenus seront comparés aux modèles complexes de notre benchmark, ici les RFR et GBR.
Dans la mesure où ces modèles sont basés sur des estimateurs composés de seuils, on peut
observer des effets de seuils dans ces modèles à l’aide de partial dependence plots (PDP)
décrits dans la sous-section 1.2.1. Cette méthode est largement utilisée et nous permet
d’observer le comportement de la variable cible en relation avec une variable prédictive.
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(a) Nombre de jours ou la température
moyenne était supérieure à 15°C
durant la première quinzaine de juillet
(valeurs réelles et normalisées)

(b) Somme des températures journalières ou la tem-
pérature moyenne journalière était supérieure à 10°C
pendant la deuxième moitié de juillet.
(valeurs réelles et normalisées)

(c) Nombre de jours ou la vitesse moyenne
du vent était supérieure à 2km.s−1

dans la deuxième moitié du mois de mars
(valeurs réelles et normalisées)

(d) Nombre de jours ou la température moyenne était
supérieure à 10°C pendant la deuxième quinzaine de
juin (valeurs réelles et normalisées)

Figure 3.7 – PDP des variables prédictives MarB-ndW4, JulB-STm10, JunA-ndTm15
et JunB-STm10 sur les modèles random forests et gradient boosting. La ligne rouge
représente un seuil d’HiPaR appris par HiPaR dans une de ses règles.
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Dans notre cas d’usage, HiPaR sélectionne 3 règles hybrides dont les conditions sont lis-
tées dans la référence table :hipar-conditions. Comme on a pu observer précédemment, les
seuils (en rouge) utilisés par HiPaR correspondent assez précisément à des changements de
comportement des variables prédictives, observables grâce aux PDP. Les variables seuils ne
sont pas les plus importantes d’après les scores d’importance, et n’influent donc pas de ma-
nière significative sur les prédictions. Toutefois, le fait que les seuils d’HiPaR concordent
avec les modèles ensemblistes sur ces points semble indiquer que ces variables agissent
possiblement comme des proxys pour des interactions de variables plus complexes : par
exemple, les partial dependence plots 3.7a et 3.7c représentent deux conditions provenant
d’une même règle hybride. Compte tenu du fait que ces variables décrivent respectivement
des facteurs de développement et de dissémination de la cercosporiose, et que ces condi-
tions définissent des parcelles où les températures ont été potentiellement plus basses (au
détriment de la maladie) et où le printemps venteux a favorisé la maladie, on peut suppo-
ser que la modélisation résultante accordera plus d’importance à des variables intervenant
avant la période estivale et privilégiera des variables agissant en conjonction avec le vent
au printemps, facteur de dissémination.

Règle 1 JunA-ndTm15 < 8, risk-zone=false
Règle 2 JulB-STm10 < 324
Règle 3 MarB-ndW2 ≥ 4, JunB-ndTm15 < 13

Table 3.2 – Conditions des règles hybrides utilisées par HiPaR pour la prédiction de
l’incidence en fin de saison de la cercosporiose de la betterave sucrière

Autrement dit, HiPaR subdivise les données en suivant les indices de dangerosité donnés
par les experts agronomes (risk-zone), les nombres de jours pendant les mois de juin
et juillet où les températures sont inférieures à 15 °C. (JunA-ndTm15, JunB-ndTm15 ),
10°C JulB-STm10, et le nombre de jours de mars considérés comme venteux (MarB-
ndW2 ).

Interactions de variables. Chacune des conditions listées dans la Table 3.2 est associée
à un modèle linéaire local (dans notre cas, un Lasso). Ces modèles nous révèlent des
interactions entre les conditions et les coefficients linéaires de ces modèles. Des variations
de coefficients d’un modèle à l’autre peuvent indiquer que certains facteurs n’interviennent
que sous certaines conditions. Ces règles sont formées de manière à raffiner le modèle de
base, ici le Lasso, entraîné sur l’ensemble du jeu de données.

Des 368 variables prédictives du jeu de données original, l’ensemble des modèles linéaires
(locaux ou général) utilisent entre 25 et 55 variables. Cela représente entre 6,7 % et 15 %

58



des variables utilisées dans tous les modèles. On notera que les modèles locaux sont systé-
matiquement moins complexes que le modèle général, comme l’indique la Table 3.3.

Règle 1 Règle 2 Règle 3 Modèle par défaut
Règle 1 25 8 3 6
Règle 2 28 6 16
Règle 3 26 12

Modèle par défaut 55

Table 3.3 – Nombre de variables utilisées de manière concomitante dont les coefficients
sont différents de 0 parmis les sous-modèles utilisés par HiPaR pour la prédiction de la
cercosporiose de la betterave sucrière.

Le tableau 3.3 permet d’examiner le nombre de variables communes entre les différents
modèles locaux et avec le modèle général. Ce nombre de variables en commun est relative-
ment bas. Cela signifie que chaque modèle se base sur des facteurs différents pour prédire
l’incidence finale, et peut indiquer que les conditions de chaque règle permettent d’isoler
des facteurs de développement de la cercosporiose différents et conditionnés. La Figure
3.8 illustre l’intensité et le type d’impact de 16 de ces variables pour tous les modèles,
locaux ou général.

Figure 3.8 – Représentation colorisée des coefficients linéaires des règles hybrides uti-
lisées par HiPaR. Les cases blanches □ signifient que le coefficient linéaire associé est
strictement nul, ce qui signifie que la variable associée n’est pas utilisée par le modèle.

Le premier constat que l’on peut tirer de ce tableau est que, comme on s’y attendait,
la date d’apparition (threshold-1 ) est la variable la plus importante, constante entre les
modèles, et a un impact négatif sur l’incidence en fin de saison. Les variables risk-zone et
JunA-ndW2 (le nombre de jours venteux de la première quinzaine de juin) sont utilisées
dans tous les modèles, à l’exception de la première règle. Ceci peut être expliqué par la
présence de ces variables dans l’ensemble de condition associé à cette règle (Table 3.2).
On peut supposer que l’utilisation de ces conditions permet in fine d’effacer l’influence
de celles-ci sur les prédictions du modèle local en prenant en compte leur importance en
amont du modèle.
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La première règle (ligne "Règle 1" du tableau de la figure 3.8) peut être interprétée de
la manière suivante : Les parcelles moins vulnérables à la cercosporiose selon les connais-
sances des experts (risk-zone=false) et soumises une majorité du temps à des températures
basses pendant la première quinzaine de juin (JunA-ndTm15 < 8) sont plus exposées à la
cercosporiose lorsque l’humidité en mai (MayA-ndRHm60 ), l’exposition au vent en mars
(MarA-ndW4 )et les précipitations en février (FebA-SR) augmentent. Un mois de juin
venteux (JunB-ndW2 ) semble avoir un effet inhibant sur la maladie. Le dernier facteur
semble confirmer qu’une période estivale sèche contrarie la cercosporiose, le vent étant un
facteur d’assèchement. On observe de manière générale que les variables estivales n’ont
que peu d’impact dans ces conditions, comparé aux autres périodes. On peut supposer
que cela signifie que, dans ce cas, la majorité du développement de la cercosporiose a lieu
au printemps.

La deuxième règle suggère que des températures basses en juillet (JulB-STm10 < 324)
affaiblissent la cercosporiose face au vent en janvier, février, juin et juillet (JanB-ndW2,
FebA-ndW2, JunA-ndW2, JulA-ndW2 ). De la même manière, un mois de juin humide
(JunA-ndRHm65 ) ou un mois de mars venteux (MarA-ndW4 ) semble aggraver la situa-
tion. Un mois de juillet venteux (JulA-ndW4 ), un mois de février pluvieux (FebA-SR) et
un mois d’avril chaud (AprA-STm10 ) diminuent l’incidence finale de la cercosporiose.On
peut observer qu’une grande importance est donnée aux variables de vent hivernales, qui
correspondent à la période d’hibernation des inocula. Compte tenu de cette information,
on peut supposer que les températures élevées en juillet bloquent le développement de
la cercosporiose. Les facteurs initiaux d’infection, comme le taux de survie des inocula,
deviennent donc d’autant plus importants et le vent a un impact négatif sur ceux-ci.

La 3e règle intervient quand le mois de mars est venteux (MarB-ndW4 ≥ 4) et un mois de
juin ou des journées froides ont été observées (JunB-ndTm15 < 13). Dans cette situation,
les températures élevées en mai (MayB-ndTm20) et l’humidité élevée en avril (MayB-
ndTm20 ) sont liées à une augmentation de l’incidence de la cercosporiose. Inversement, le
vent en juin (JunA-ndW2 ) et en juillet (JulA-ndW4 ) a un impact négatif sur sa croissance.
On notera que cette règle ne fait pas usage des variables hivernales, mais s’intéresse plutôt
à la période printanière et estivale.De plus, on observe une baisse drastique de l’importance
de la date d’apparition des symptômes et une hausse notable de l’impact de l’évaluation
de la vulnérabilité des parcelles (risk-zone). On peut donc supposer que dans les cas où
le vent en phase de dissémination est suffisamment présent, mais que les températures
estivales sont basses, la date d’apparition sera moins impactante, car la période principale
de développement sera inhibée. L’incidence finale dépendra alors plus de la vulnérabilité
déjà existante de la zone étudiée.

Le modèle général semble agréger l’ensemble de ces facteurs, tout en utilisant d’autres

60



variables qui ne sont pas présentes dans les modèles locaux. On suppose que cela est dû
au fait que le modèle général est entraîné sur l’ensemble des sous-ensembles délimités par
les règles hybrides. Cela se traduit par l’utilisation de variables (exemple : JunB-STm10 )
qui semblent avoir une importance notable au niveau global, mais qui peut disparaître
sous certaines conditions (risk-zone=false).

De manière générale, on observe que les informations obtenues, comme l’influence des tem-
pératures estivales, sont en accord avec les connaissances actuelles [68]. Certaines règles
semblent toutefois sortir en partie de ce cadre et sous-entendre que certains facteurs et
périodes (vents hivernaux) jusqu’à maintenant mis de côté pourraient avoir une influence
dans certains cas bien précis.

HiPaR, notre modèle de complexité intermédiaire, nous permet donc d’obtenir des infor-
mations plus précises que le Lasso, tout en restant plus interprétable et transparent que
les méthodes ensemblistes. Les explications fournies jusqu’à présent ont toutefois été mises
en forme par une analyse humaine (non automatisée), qui peut être difficile à comprendre
pour un non-initié et qui demande de comprendre et de maîtriser l’ensemble des modèles
et des méthodes pour prendre sens. Dans l’objectif de fournir des modèles interprétables
et d’être capable d’en tirer des explications intelligibles, on cherchera donc à automatiser
cette analyse de manière à la rendre plus compréhensible. L’extension naturelle semble
donc, dans notre cas, de mettre au point une interface graphique dont le but sera d’exploi-
ter les modèles et résultats obtenus pour mettre en lumière des informations pertinentes
pour l’utilisateur.
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Chapitre 4

REPRÉSENTATION VISUELLE DES

MODÈLES ET EXPLICATION DES

PRÉDICTIONS

Comme vu précédemment, l’acceptabilité des modèles de Machine Learning dépend en
grande partie de leur clarté. On a montré précédemment que même des modèles de com-
plexité intermédiaires demandent de posséder une compréhension de la structure des mo-
dèles et des données pour parvenir à interpréter les résultats. Cela peut poser problème
quand un individu cherche à comprendre le fonctionnement et le résultat d’un modèle
mais ne remplit pas ces prérequis. Celà peut également avoir lieu quand la quantité de
données ou de variables est trop grand. Dans le cadre de la protection des cultures, les
agronomes chercheront à comparer les résultats à leurs connaissances issues de la biblio-
graphie ou du terrain. Si les résultats et ces connaissances entrent en conflit, être capable
de déterminer la source de cette divergence de manière claire permet de détecter des pro-
blèmes inhérents aux modèles (dans le cas ou les résultats seraient erronés) ou de fournir
des hypothèses sur le fonctionnement du pathosystème jusqu’à maintenant inconnues à
condition que le modèle soit suffisamment performant. Cette condition est importante en
terme de confiance accordée par les experts au modèle et de fiabilité des informations
fournies.

Dans le cas d’un modèle de type boîte noire, il est possible d’associer une méthode d’expli-
cation ou d’interprétation des résultats à ce modèle. Cette approche permet de simplifier
et de faciliter l’analyse et la compréhension des modèles. Dans l’idéal, on privilégiera une
méthode transformant le moins possible les résultats pour conserver l’intérêt des modèles
interprétables. Dans le cas de la protection des cultures, la dimension géographique des
résultats devra être prise en compte. [73, 74, 75].

Le choix de la catégorie d’utilisateurs finaux doit être pris en compte pendant la mise au
point de l’interface. Dans le cadre de la protection des cultures, les publics concernés sont
des agronomes. On reprendra les notions de néophytes, experts terrain et experts Machine
Learning décrites dans la partie III.
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Les agronomes se situent, eux, entre les experts de terrain et machine learning : ils dis-
posent de connaissances agronomiques exhaustives qu’ils souhaiteront comparer aux ré-
sultats du modèle, et peuvent posséder des connaissances en machine learning et en sta-
tistiques. On exclura donc de proposer des moyens de diagnostic et de compréhension
avancée des modèles, ceux-ci étant d’intérêt limité pour nos deux catégories. Les agro-
nomes seront plus attirés par des méthodes d’explication leur permettant d’examiner les
modèles avec un horizon plus large à l’aide d’explications plus techniques, mais peuvent
parfois être intéressés par des focales plus proches. Le contraste sera d’autant plus impor-
tant pour les agronomes afin qu’ils puissent confronter leurs connaissances aux résultats
des modèles.

L’étude des modèles a permis de mettre en évidence que notre modèle de complexité
intermédiaire, HiPaR, semble être en mesure de fournir des informations d’intérêt. En
l’état, ces informations sont toutefois très générales et nécessitent de comprendre le fonc-
tionnement de HiPaR pour pouvoir interpréter pleinement les résultats. Pour résoudre ce
problème, nous avons conçu une interface graphique permettant de visualiser l’impact de
chaque facteur météorologique sur les prédictions des modèles et de les comparer. Afin
de faciliter l’interprétation des résultats fournis par HiPaR, nous avons donc cherché à
utiliser les informations fournies dans une interface graphique. La maquette de démons-
tration a été mise au point en collaboration avec la société de prestation informatique
ENEO 1 via DigitAg, l’institut technique de la betterave (ITB) et l’institut français de la
vigne et du vin (IFV). Pendant la phase de réflexion sur l’ergonomie de la maquette, nous
avons également bénéficié des contributions de Gonzalo Mendez, chercheur en visualisa-
tion des données à l’université ESPOL 2 en Équateur, que nous avons accueilli en tant que
chercheur visiteur à l’INRIA durant ma thèse. Cette maquette a pour but de permettre
aux agronomes d’interpréter les résultats obtenus par HiPaR sur les jeux de données de
protection des cultures à disposition.

Pour accomplir cette tâche, il était d’abord nécessaire de solliciter les experts en épidé-
miologie végétale des deux instituts techniques, l’ITB et l’IFV. Cette phase de la mise au
point est nécessaire pour s’assurer que les explications fournies soient comprises et accep-
tées par les utilisateurs. L’approche choisie a été de solliciter les experts et le prestataire
à plusieurs reprises pour itérer sur les réflexions et besoins. Des réunions régulières ont
donc été organisées en plusieurs étapes : la collecte et la formalisation des besoins, puis
la conception et la réalisation informatique.

1. https ://eneo.fr
2. Escuela Superior Politécnica del Litoral
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4.1 Collecte des besoins et définition des utilisateurs
cibles

Différentes réunions, dont le but était de collecter et de formaliser les besoins, ont eu
lieu de novembre 2022 à février 2023. Nous détaillons ici les sujets de discussion de ces
réunions.

10-11-2022
Les approches de machine learning et les résultats portant sur les performances et
la complexité des modèles discutés dans le Chapitre 3 ont été présentés aux experts
de l’Institut Français de la Vigne.
Discussions autour des résultats et de la qualité des données.
Discussions sur les aspects géographiques et temporels d’intérêt.

23-11-2022
Les approches de machine learning et les résultats sur les performances et la com-
plexité des modèles ont été présentés aux experts de l’Institut Technique de la
Betterave.
Discussions autour des résultats et des informations/explications des modèles.
Discussions sur l’intérêt de données supplémentaires (en nombre de cas et de facteurs
météorologiques) et des modèles parcimonieux.

Ces réunions nous ont permis de déterminer que les points communs les plus importants
étaient la notion de contraste, les dimensions spatiales et temporelles des informations
fournies, ainsi que la nature des informations et explications fournies.

Par contraste, nous entendons la comparaison d’informations diverses permettant de les
contextualiser et de mettre en évidence des points d’intérêt. En termes de contraste, la
plupart des experts étaient intéressés par la possibilité de comparer les facteurs impor-
tants/influents de plusieurs régions ou modèles entre eux, notamment le modèle général,
c’est-à-dire le modèle entraîné sur l’ensemble des données d’entraînement. Concernant
l’ergonomie de l’outil, la notion de flexibilité est revenue plusieurs fois. La capacité pour
l’utilisateur de regrouper des parcelles choisies et d’analyser le comportement des modèles
seulement sur ces parcelles était particulièrement importante.

01-02-2023
Réunion avec les experts de l’ITB, IFV et le prestataire ENEO.
Synthèse des besoins et choix des approches privilégiées.

Cette réunion a permis de faire la synthèse des demandes des experts. Les points abordés
concernaient les approches de visualisation privilégiées, les modes de sélection des parcelles
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et des variables, ainsi que l’ergonomie de l’interface.

En suivant les demandes des experts, on formalise les différents axes de développement
de la maquette. Quatre axes se distinguent et vont orienter le type de représentation
graphique privilégié. Ces axes sont :

— L’aspect géographique, ou la capacité de visualisation des parcelles sur une carte de
France.

— L’aspect de visualisation des données agronomiques, notamment l’incidence des ma-
ladies des cultures agrégée à différents niveaux (Pays, commune, région personnali-
sée, parcelle).

— La capacité d’observer les variables les plus influentes sur le développement des
maladies des plantes d’après un modèle basé sur des règles hybrides, dans notre cas
HiPaR.

— La capacité de contraster les informations de différentes régions.

4.2 Données et information à visualiser

4.2.1 Règles : Coefficients, conditions

Les règles hybrides sont définies par le set de conditions et les coefficients du modèle
linéaire associé. Les coefficients nous indiquent l’impact des différents facteurs et des ten-
dances générales. Les conditions, en conjonction avec les coefficients, ajoutent un contexte
et fournissent des informations sur la signification de ceux-ci et modifient donc leur inter-
prétation. Ces conditions peuvent aussi représenter des effets de bascule ou de seuil.

4.2.2 Support : Appartenance et prévalence

Le support d’une règle permet de déterminer dans quelle mesure celle-ci est prévalente
parmi les données. Un grand support implique une tendance, tandis qu’un support réduit
implique plutôt des cas marginaux ou exceptionnels.

Pour compléter les explications issues des modèles, il est possible d’ajouter des informa-
tions externes. Ces informations permettent d’ajouter du contexte, et donc d’améliorer
la compréhension des explications. Par exemple, on peut afficher les performances des
modèles, les facteurs météorologiques ou encore l’incidence des maladies, ce qui permet
d’évaluer la fiabilité des explications ou de contraster les conditions auxquelles les parcelles
sont soumises.

66



4.2.3 Dimension géographique

Un aspect de la représentation graphique en protection des cultures est le facteur géogra-
phique des informations et des cas étudiés. Les parcelles d’expérimentation sont généra-
lement non contiguës. Cette méthode est choisie pour obtenir un éventail large de cas à
étudier soumis à des conditions différentes. Sans cela, on pourrait craindre de n’obtenir
que des modèles peu robustes et peu généralisables. Qui plus est, les experts agronomes
peuvent être familiers avec des régions particulières. Être capable de représenter les expli-
cations fournies et de les associer à une zone géographique améliore donc l’acceptabilité
des explications, la position géographique faisant partie des facteurs avec lesquels les ex-
perts peuvent associer leur propre expertise le plus aisément. La capacité à représenter et
utiliser les caractéristiques géographiques des données est un facteur à prendre en compte
pour évaluer l’efficacité des méthodes d’explication.

Générale

La première échelle géographique à considérer est l’échelle globale. On s’y intéresse typi-
quement au modèle général, c’est-à-dire au modèle entraîné sur l’ensemble des données.
Cette échelle permet d’observer la dynamique générale du développement d’un patho-
gène. Toutefois, comme expliqué précédemment, le modèle peut souffrir d’un manque de
précision et de performances limitées. Cela peut affecter l’acceptabilité des explications
fournies. Cette échelle présente un intérêt comme moyenne ou valeur de référence pour
contraster les explications par la suite.

Départementale/communale, locale (groupe)

L’échelle globale peut être considérée comme trop générale et les experts peuvent souhaiter
se concentrer sur un nombre limité de parcelles. Il est donc nécessaire de sélectionner des
groupes de parcelles pour obtenir des informations plus précises. Plusieurs méthodes de
sélection sont possibles : on peut choisir des entités géographiques préexistantes, comme les
départements ou les communes. On peut également privilégier une approche plus flexible
en permettant à l’utilisateur de délimiter des régions géographiques. Ces sélections peuvent
ensuite être utilisées pour examiner et analyser les dynamiques locales.

Individuel

Le dernier échelon géographique est l’échelon individuel, c’est-à-dire une parcelle en par-
ticulier. Dans ce cas, on s’intéresse moins aux tendances qu’aux explications au cas par
cas. Cela implique que la méthode d’explication doit être capable de fournir une explica-
tion individuelle. Dans le cas d’HiPaR et de modèles pattern-based, on portera un intérêt
particulier aux patterns ou règles utilisés sur chaque parcelle.
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4.2.4 Approches

Les différents degrés de focus décrits précédemment peuvent être résumés en plusieurs
approches de visualisation :

L’approche classique consiste à analyser le modèle dans sa globalité. On utilise le mo-
dèle et les éléments qui le constituent (conditions, coefficients, support, etc.). D’autres
informations peuvent être ajoutées pour contextualiser les explications. Cependant, cette
approche est plutôt adaptée aux agronomes qu’aux agriculteurs, compte tenu du manque
de spécificité des explications fournies.

L’approche intermédiaire consiste à se concentrer sur le contraste de sous-ensembles de
données. On choisira un mode de subdivision ou de sélection qui servira à définir ces sous-
ensembles. Les explications fournies seront similaires à l’approche classique. On pourra
également s’intéresser à la prévalence des règles (en utilisant notamment le support de
chacune). Cela peut servir à contraster des régions entre elles. Dans le même esprit, on peut
envisager de comparer des régions au cas général pour observer les divergences qui peuvent
apparaître. Par exemple, on peut comparer la moyenne des variables météorologiques aux
valeurs locales. Cette approche, encore une fois, semble plus adaptée aux agronomes, mais
peut présenter un intérêt pour les agriculteurs.

L’approche par le focus le plus fort se concentre sur les cas individuels. On peut comparer
les individus à des sous-régions ou au cas général. Ce degré de focus peut intéresser autant
les agronomes que les agriculteurs. Chaque élément pouvant être utilisé comme explication
doit être affiché de manière à ce que la compréhension de chacun soit la plus aisée possible.
Par ailleurs, il faut faire attention au nombre d’éléments affichés pour éviter de rendre les
explications trop complexes. Il est donc nécessaire de sélectionner les éléments utilisés et
leur nombre.

4.2.5 Temporalité

Général

Une possibilité est d’autoriser les comparaisons et contrastes entre tous les modèles et
toutes les années. Cela permet de comparer les dynamiques d’année en année et de mettre
en lumière des différences parmi les variables, notamment météorologiques. Toutefois, cela
ajoute un degré de complexité, car cela combine à la fois des différences temporelles et
spatiales entre les explications fournies.

Années/saison

L’angle le plus simple pour expliquer les modèles est de se limiter à une année en parti-
culier. Cela a du sens dans la mesure où chaque modèle a été entraîné sur une année en
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particulier. La comparaison se fera donc entre des parcelles d’une même année. Dans ce
cas, la distinction se fera principalement en termes de position géographique.

4.3 Conception

Une fois les besoins et les axes de développement définis, la phase de conception a pu
débuter. Les réunions et les concertations se sont réparties entre les phases de conception
et d’implémentation. Les réunions de conception ont été menées en collaboration avec
Gonzalo Mendez et ont abouti à un ensemble d’éléments jugés intéressants dans notre
cas. Un certain nombre de choix en matière de conception et d’interfaçage ont été faits à
ces occasions. Les réunions concernant l’implémentation ont été menées en priorité avec les
prestataires ENEO qui nous ont permis de déterminer les choix restants, les fonctionnalités
réalisables et les derniers détails de mise au point. Les sujets abordés dans les réunions
de conception sont décrits ci-dessous.

04-01-2022
— Choix des options de comparaison et de sélection.

— Discussion sur les contraintes de visualisation liées aux couleurs, à l’ergonomie
de l’interface.

— Simplification des options (élimination des options de comparaison inter-
années).
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25-04-2022

Figure 4.1 – Premier prototype

— Discussion sur l’interface.

— Choix :

◦ Coefficients ou importance des variables sous forme de barres.
◦ Ranking des variables.
◦ Représentation des conditions des règles hybrides.
◦ questions soulevées sur les variables agrégées.

05-12-2022

Figure 4.2 – Deuxième prototype

— Discussion d’ergonomie.

— Choix des fonctionnalités à privilégier.

— Définition de l’importance des variables.

— Discussion sur les problèmes de couleurs pour la visualisation des données.
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25-01-2023
— Discussion des approches de sélection temporelle et géographique.

— Choix de l’approche de visualisation des explications et données aux experts
de manière efficace et leur permettre d’évaluer les performances et la viabilité
des modèles.

— Choix du mode de sélection des variables d’intérêt et de visualisation des
conditions des règles hybrides.

24-02-2023
— Modification du choix du nombre de variable à afficher et de la manière dont

sont sélectionnées les variables.

— Choix d’un code couleur pour les différentes règles.

— Simplification de l’interface :

◦ Trie des variables en se basant sur des catégories comme les départements.
◦ Choix d’afficher les performances des modèles pour chaque sélection.
◦ Affichage par défaut de 5 variables.

4.4 Implémentation

Figure 4.3 – Interaction entre l’outil et le serveur Flask

Ces interactions ont mené à la mise au point de l’outil de visualisation, qui repose sur
une API permettant d’extraire les informations du modèle et sur une interface utilisateur
web.

4.4.1 API d’extraction des informations du modèle

L’API du modèle est basée sur un serveur Flask mis en place pour cette occasion. Flask
[76] est un framework léger permettant de créer des applications web en Python. Il a
été conçu pour être simple et flexible, permettant ainsi aux développeurs de créer des
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applications web de manière rapide et efficace.

L’outil effectue des requêtes sur l’API en fonction des sélections de l’utilisateur et met à
jour les informations affichées de manière dynamique. Compte tenu du caractère confiden-
tiel des jeux de données, il a été choisi d’anonymiser autant que possible les informations
mises à disposition pour l’outil. De fait, aucune donnée brute n’est fournie à l’outil : les
positions géographiques des parcelles sont modifiées en perturbant légèrement les lati-
tudes et longitudes associées à chacune d’entre elles. Cette méthode permet d’anonymiser
partiellement les parcelles sans pour autant perdre le potentiel d’explication que l’on peut
tirer des modèles. Cela permet d’éviter de divulguer des informations concernant la vulné-
rabilité des parcelles. Pour les variables prédictives, comme les variables météorologiques,
dans le cas où l’incidence est la variable à prédire, aucune valeur brute n’est fournie telle
qu’elle : l’impact des variables est précalculé en amont et seules les valeurs calculées sont
mises à disposition du serveur Flask. Ces valeurs correspondent au produit du coefficient
linéaire du modèle linéaire étudié et de la valeur de la variable.

Étant donné une parcelle x, une règle p ⇒ y = fp(A′
num) se déclenche si la parcelle

évalue "true” pour la condition p de la règle (le modèle général se déclenche dans tous
les cas). C’est à partir de cet ensemble de règles déclenchées qu’on calcule les estimations
d’importance. Pour trouver le coefficient d’attribution d’une variable a ∈ A′

num pour une
règle, l’outil renvoie |xaβa| où βa est le coefficient linéaire associé à l’attribut a dans la
règle.

Le serveur fournit également une estimation de la performance du modèle sous la forme
du score R2 pour offrir à l’utilisateur une mesure de fiabilité de l’outil.

4.4.2 Interface utilisateur

L’outil Anemone [77] utilise l’architecture vue.js. Vue.js est un framework JavaScript
utilisé pour construire des interfaces utilisateur interactives et réactives. Il se concentre
principalement sur la création d’applications à page unique (SPA), où une seule page
est chargée et où les mises à jour de contenu sont effectuées dynamiquement, sans re-
chargement complet de la page, dans un souci de réactivité. Vue.js utilise un système
de liaison bidirectionnelle qui permet de maintenir automatiquement la synchronisation
entre les éléments de la page. Cela signifie que toute modification dans le modèle se reflète
automatiquement dans l’interface utilisateur et vice versa. Des librairies supplémentaires
permettent d’utiliser une mise en forme spécifique des données. On peut citer parmi elles
Openlayers et Chart.js, qui gèrent les aspects géographiques et graphiques respective-
ment.

Cet outil s’appuie sur ces technologies pour visualiser les données extraites des modèles
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sous une forme compréhensible et claire. L’interface a été conçue de manière à ce que son
utilisation soit la plus intuitive et facile possible. Elle se présente ainsi sous la forme d’une
interface divisée en plusieurs fenêtres. Une carte permet de visualiser et sélectionner les
parcelles en les situant à travers la France. Une autre fenêtre permet de sélectionner le
nombre de variables à contraster et les modèles à observer. Les informations affichées par
l’outil sont l’impact, ou l’importance, d’une variable sur le résultat final du modèle, ainsi
que les performances de celui-ci sur la sélection de parcelles étudiées.

Nous allons maintenant examiner l’outil, en détailler les composants et expliquer son
utilisation.

Il se présente sous la forme d’une interface divisée en plusieurs parties.

(a)

(b)

(c)

(d)

(e) (f)

(g)

Choix du cas d’usage La partie gauche de l’interface (sections (a), (b) et (c)) corres-
pond à la section de sélection des paramètres géographiques et temporels. La section (a)
est un curseur permettant de sélectionner la maladie qui sera étudiée. Elle permet donc
de préciser le jeu de données qui sera sollicité.

Choix de l’année La section (b) permet de sélectionner l’année. Ce choix aura une
incidence sur la section (c), car les parcelles ne sont pas toutes observées sur toutes les
années.

Choix des parcelles Par défaut, les explications fournies concernent l’ensemble des
parcelles. La sélection des parcelles à examiner se fait sur la partie inférieure de la carte de
France. En utilisant le bouton "Sélectionner des parcelles" de la section (c), l’utilisateur a
la possibilité de limiter les explications à un sous-ensemble de parcelles donné. Cette action
envoie une nouvelle requête au serveur, qui fournira les informations nécessaires.
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Choix des modèles Une fois la requête traitée, les informations sont mises à jour dans
les sections (d), (e), (f) et (g). La section (d) nous indique en premier lieu les modèles qui
ont été utilisés sur les parcelles sélectionnées pendant l’année demandée. L’utilisateur peut
également choisir de s’intéresser non pas au modèle général (comme proposé par défaut),
mais aux modèles locaux. La section (e) fournit le coefficient R2 du modèle sélectionné
sur les parcelles concernées. La section (f) affiche le nombre de parcelles sur lesquelles le
modèle a été appliqué.

Visualisation La section (g) nous permet de visualiser l’impact des différentes variables
sur les prédictions fournies par le modèle. Celles-ci sont représentées sous forme de barres,
ce qui permet d’observer graphiquement l’importance accordée à chaque variable.

4.5 Cas d’usage

Admettons qu’un utilisateur souhaite déterminer quels ont été les facteurs les plus im-
pactants sur le développement de la cercosporiose de la betterave sucrière en 2009 selon
les modèles. Il doit d’abord sélectionner la culture (ici, la betterave) puis l’année (2009).
Les informations fournies par défaut sont celles du modèle général. Après sélection, on
peut voir que le R2 du modèle général sur l’ensemble des parcelles est de 0,2 sur les deux
parcelles sur lesquelles il a été utilisé.

Paramètres des données

Culture

Année

Parcelles

Paramètres de visualisation

Variable

Modèles Visualisation

Figure 4.4 – Etapes d’utilisation de l’outil

74



(a) Sélection de la culture

La première étape consiste
à déterminer et à définir
les données qui nous inté-
ressent : Pour ce faire, on
choisira un cas d’étude et
une année. Dans notre cas,
nous examinerons la cerco-
sporiose de la betterave su-
crière. On utilise le curseur
situé dans la partie supé-
rieure gauche de l’interface
pour sélectionner ce jeu de
données.

(b) Sélection de l’année

Le deuxième paramètre à
définir est l’année que l’on
souhaite examiner spéci-
fiquement. Dans ce cas
d’usage, on se concentrera
sur l’année 2009.

Figure 4.5 – Sélection des paramètres
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(a) Sélection des parcelles partie 1

Maintenant que ces paramètres ont
été définis, il faut choisir les par-
celles que l’on souhaite observer.
Pour cela, on utilise l’outil de sélec-
tion de parcelles situé dans le pan-
neau de gauche de l’interface. La sé-
lection s’effectue à l’aide du bouton
« Sélectionner des parcelles », puis
en traçant les faces d’un polygone
sur la carte.

(b) Sélection des parcelles partie 2

Une fois que les parcelles d’inté-
rêt sont sélectionnées, on ferme le
polygone pour terminer de délimi-
ter l’ensemble à étudier. Dans notre
cas, on choisit une sélection qui
permet d’englober toutes les par-
celles : cela nous permettra d’obser-
ver l’influence des variables météo-
rologiques selon les règles hybrides
apprises. La variable la plus impac-
tante a été AprA-ndRHm60, c’est-
à-dire le nombre de jours pendant la
première quinzaine d’avril où l’hu-
midité moyenne relative a été supé-
rieure à 60 %, comme on peut le voir
sur la Figure 4.5b

Figure 4.6 – Sélection des parcelles
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(a) Mise en évidence des parcelles pour la règle sélectionnée

Une fois la sélection ef-
fectuée, les modèles pré-
sents sur celle-ci sont affi-
chés. On sélectionne l’une
de ces règles, la règle 1,
pour l’examiner plus en dé-
tail.

(b) Affichage par défaut de l’importance des variables

L’impact des variables est
affiché dans l’encart in-
férieur. On souhaite aug-
menter le nombre de va-
riables examinées. On uti-
lise donc le bouton "Voir
plus"

(c) Affichage étendu de l’importance des variables

Par défaut, seules 5 va-
riables sont visibles. Le
bouton « Voir plus » per-
met d’afficher davantage
de variables.

Figure 4.7 – Sélection des modèles et visualisation

La Figure 4.7a montre à quoi l’interface ressemble une fois que tous les paramètres ont
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été définis. La sélection permet à l’outil de récupérer les données spécifiques aux parcelles
depuis le serveur Flask. Celui-ci va désormais pouvoir donner accès aux modèles agissant
sur les parcelles sélectionnées. Ceux-ci sont visibles et sélectionnables dans l’encart situé
dans la partie haute centrale de l’interface. L’affichage par défaut est celui du modèle
général. On sélectionne maintenant un modèle local, qui sera le premier disponible.

La Figure 4.7b donne un ensemble d’informations concernant la règle sélectionnée. L’en-
cart situé en dessous de la sélection des modèles locaux contient les conditions de la règle
hybride correspondant au modèle local choisi. Celui situé encore plus à gauche nous donne
la fiabilité du modèle, évaluée par le coefficient R2 du modèle sur les parcelles concernées.
L’encart à sa droite nous informe du nombre de parcelles sur lesquelles le modèle sélec-
tionné agit. Ces parcelles sont également visibles de manière plus explicite dans la partie
gauche de l’interface : sur la carte utilisée pour sélectionner les parcelles, les points rouges
correspondent aux parcelles qui respectent les conditions associées au modèle étudié. Dans
la partie inférieure, on obtient les valeurs d’importance des variables telles que définies
précédemment. On peut voir que la variable la plus impactante d’après le modèle local
sélectionné est JulA-ndW4, c’est-à-dire le nombre de jours de la première quinzaine de
juillet ou la vitesse moyenne du vent était supérieure ou égale à 4 m.s−1 , ce qui diffère
du modèle général. Ceci nous permet de conclure que, d’après les conditions associées
à la règle hybride, des températures moyennes et un facteur de risque bas rendent la
cercosporiose plus sensible au vent sur les parcelles ayant subi ce genre de conditions
météorologiques.

La Figure 4.7c montre que par défaut, 5 variables sont visualisables. Dans notre cas, on
peut voir que les variables les plus influentes sont le vent dans la première quinzaine
de juillet, les températures dans la deuxième moitié de mai, l’humidité et le vent dans la
première quinzaine de juin, ainsi que les températures dans la deuxième moitié de mai (en
ordre décroissant d’importance). Le bouton "Voir plus" situé en dessous permet d’afficher
davantage de variables, toujours triées par ordre d’importance.

Cela nous permet de visualiser d’autres variables, telles que l’humidité pendant la deuxième
quinzaine de février ou l’humidité dans la deuxième moitié d’avril.

4.6 Conclusion

Les échanges avec les experts ont permis de déterminer les moyens les plus aptes à ré-
pondre à leurs besoins, comme la possibilité de sélectionner des ensembles de parcelles
précises. L’outil répond à ces besoins et permet d’analyser les facteurs d’influence sur le
développement de la cercosporiose et du mildiou. Il présente toutefois certaines limites et
ne permet pas de comparer différents cas ensemble.
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Plusieurs conclusions peuvent être tirées de notre démarche :

— Les explications fournies doivent obligatoirement être contextualisées de manière
adaptée à la protection des cultures. Le contexte spatial et géographique, ainsi que
le contexte temporel et annuel, est particulièrement parlant pour les experts, qui
possèdent des connaissances et une expérience à même d’être comparées, contrastées
ou mises en opposition avec les explications fournies.

— L’explicabilité des modèles ayant un impact sur la confiance accordée aux modèles,
il est important de prendre en compte ce facteur lorsque le choix du mode de repré-
sentation des explications doit être fait. Le public ciblé n’étant pas nécessairement
expert en machine learning, il nous revient de faire les choix adaptés pour per-
mettre une compréhension rapide des informations fournies. La fiabilité des modèles
est quant à elle à fournir à travers des indicateurs comme le R2 ou la RMSE, car
elle participe également à ce que les explications fournies soient acceptées.

L’outil doit encore être validé par les utilisateurs, ce qui demanderait une étude quanti-
tative et/ou qualitative faisant intervenir un nombre significatif d’agronomes. Une telle
étude permettrait d’évaluer la pertinence de l’interface actuelle et d’obtenir des retours sur
d’éventuelles améliorations ou ajouts pertinents. On peut imaginer que les experts seraient
intéressés par des variables particulières et souhaiteraient être en mesure de visualiser la
distribution de celles-ci sur une année et une région précise, voire même d’être capables
de contraster ces distributions entre plusieurs régions ou années. Il serait également in-
téressant d’adapter d’autres méthodes d’interprétation au contexte de la protection des
cultures, ce qui nous permettrait de comparer la pertinence de chaque méthode et l’intérêt
de l’approche privilégiée par notre outil.
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Chapitre 5

DISCUSSION

Notre discussion se construira sur trois axes : le compromis performance/complexité
abordé précédemment, les possibles implications de la complexité en lien avec l’interpréta-
bilité des modèles et les informations agronomiques extraites des modèles obtenus.

Compromis de complexité. Nos résultats sont en accord avec d’autres travaux sur la
complexité des modèles [41, 40], c’est-à-dire que la tendance générale observée est que les
modèles complexes surpassent en termes de performance de prédiction les modèles plus
simples dans la majorité des cas. Il est toutefois important de noter que cette tendance
est observée dans les cas où les modèles ont été paramétrés et entraînés correctement. Un
modèle complexe présentera un risque de surentraînement si le jeu de données d’entraîne-
ment est de taille limitée, en particulier si le nombre de paramètres du modèle est élevé.
Qui plus est, il sera parfois préférable de choisir un modèle de complexité moindre dans
les cas où les données sont facilement modélisables par ce type de modèle. En effet, si les
données adhèrent aux hypothèses initiales des modèles simples (c’est-à-dire la linéarité),
le gain de performance obtenu par des modèles plus complexes sera comparativement
moindre et le gain de complexité moins acceptable in fine. Enfin, la stabilité d’un modèle
n’est pas assurée et peut faillir dans certains cas, particulièrement lorsque la divergence
entre les données d’entraînement et de test est trop grande. Une telle disparité peut être
observée dans la prédiction de nos modèles pour les années 2013 et 2015 (Chapitre 2).
Ces années ont été caractérisées par des conditions climatiques hors normes, en parti-
culier pour des variables d’importance dont les valeurs sortaient des valeurs observées
les années précédentes. Cela s’est traduit par une chute significative de la précision des
prédictions, visible dans la perte de R2 correspondant à ces années (Section 3.1.3) et qui
n’est pas corrigée par les modèles plus complexes. Le compromis offert par les modèles de
complexité intermédiaire est donc intéressant dans la mesure où leurs performances sont
comparables et offrent plus de possibilités d’explication des prédictions. La prise en charge
de ces années problématiques est complexe car elle demande de prévoir l’occurrence de
conditions météorologiques hors normes qui vont perturber les données. On peut imaginer
d’adapter l’approche ensembliste dans laquelle les ensembles sont alignés sur des années
particulières, tout en essayant d’inclure des années où ont été observées des conditions
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climatiques extrêmes.

Enfin, la prédiction de la date d’apparition des maladies semble être un cas bien plus
complexe à modéliser que l’incidence en fin de saison. Les pistes les plus intéressantes
pour améliorer les performances des modèles cherchant à prédire ces dates pourraient
consister à étudier les différentes manières de définir les dates d’apparition (dans notre
cas, la date à laquelle 10 % d’une plante était affectée par la maladie) ou à réunir d’autres
indicateurs ou des indicateurs de meilleure qualité pour augmenter les performances des
modèles.

Interprétabilité. Comme indiqué précédemment, le lien entre la complexité d’un mo-
dèle et son interprétabilité est largement accepté, même s’il reste difficile à quantifier
de manière claire. Ce phénomène peut être observé dans nos cas d’usage. Tous les mo-
dèles simples utilisés, qu’ils soient linéaires ou pattern-based, nous ont permis d’obtenir
des informations sur leur structure. En revanche, nos modèles plus complexes, comme
les random forêts et le gradient boosting trees, ont nécessité l’utilisation de méthodes
d’explication de modèle telles que les Permutation Feature Importance et les partial
dependence plots (PDP). Bien qu’elles soient efficaces, ces techniques ne sont pas par-
faites. Les scores d’importance ne donnent pas d’indication sur le sens de l’impact des
variables sur la prédiction d’un modèle, mais le quantifient de manière absolue. Les PDP
peuvent associer jusqu’à deux variables simultanément, mais ils se basent sur des hypo-
thèses d’indépendance qui se heurtent souvent à la réalité du terrain et à la corrélation
des variables, particulièrement des variables climatiques. Comme les PDP représentent les
valeurs moyennées de toutes les réponses du modèle en fonction des variables prédictives
restantes, il est possible que les PDP considèrent des combinaisons de variables illogiques
et impossibles à observer dans la vraie vie. Il est alors nécessaire de garder à l’esprit ce
point, en particulier quand on suspecte la présence de corrélations entre les variables pré-
dictives. Ceci étant dit, les PDP obtenus des RFR et GBR nous ont permis de montrer une
concordance entre ceux-ci et les conditions obtenues dans HiPaR. On pourra interpréter
cela comme une concordance dans la considération des effets de seuils observables dans
les jeux de données à disposition. On notera également que les RFR, GBR et HiPaR font
tous usage de seuils sous une forme ou une autre, et que le gain de performance observé
entre ces modèles et le Lasso semble confirmer l’intérêt de passer outre l’hypothèse de
linéarité dans le cas de la prédiction de la dynamique des maladies des plantes se basant
sur des variables météorologiques.

Information agronomique. En se basant sur notre étude de la cercosporiose de la
betterave sucrière, on observe que l’utilisation de variables météorologiques, associée à une
période de temps limitée, permet de modéliser une partie non négligeable de la variation
dans l’incidence des maladies des plantes.
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L’hiver et les années précédentes semblent constituer un ensemble de conditions initiales :
la période hivernale est en effet la période durant laquelle l’inoculum de la cercosporiose
repose dans le sol sous la forme de spores. Le printemps constitue la période de dévelop-
pement initial pour les cultures et la cercosporiose. Enfin, l’été englobe à la fois la fin de
saison et le moment où les symptômes de la maladie, ainsi que leurs conséquences, sont
le plus visibles et les plus répandus.

En règle générale, un été sec semble inhiber l’impact final de la cercosporiose. On peut
supposer que cela s’explique par le fait que la plupart des champignons se développent
mieux dans des environnements humides. Cette conclusion a été tirée des valeurs d’impor-
tance assignées aux facteurs liés au vent et aux températures des mois de juin et juillet.
Qui plus est, un hiver sec semble également bloquer le développement de la maladie et sa
propagation. On pourra supposer que l’humidité contribue à préserver les spores ou à aider
à leur propagation avant la période de sporulation. À l’inverse de ces constatations, un été
chaud et humide semble être le facteur le plus aggravant en matière de développement de
la cercosporiose. À l’aide des règles hybrides d’HiPaR, on peut définir des relations entre
variables plus précises que celles observables avec un Lasso. La deuxième règle, trouvable
dans (Table 3.2) , nous indique qu’un mois de juillet relativement doux devrait inciter
les agronomes à s’intéresser aux conditions initiales observées en hiver, en particulier le
vent et les températures. Qui plus est, un printemps venteux associé à des températures
clémentes en juin oriente vers une importance accrue des conditions climatiques observées
au printemps, en particulier les facteurs de température et d’humidité, qui semblent être
corrélés positivement avec l’incidence finale de la cercosporiose. Dans tous les cas, une
date d’apparition rapide est le facteur le plus indicatif de l’incidence en fin de saison, ce
qui indique également qu’une surveillance poussée et une détection rapide des premiers
symptômes est, en l’état, la meilleure manière de combattre la cercosporiose.

Il nous a été impossible d’obtenir des informations crédibles sur le mildiou de la vigne dans
la mesure où les modèles les plus simples n’ont pas réussi à expliquer suffisamment bien la
variance de l’incidence (R2 de 14%). Les résultats de la prédiction de la date d’apparition
des symptômes sont encore plus décevants et ne permettent donc pas non plus d’exploiter
les modèles. On suppose que le problème principal des modèles réside dans la nature des
données disponibles : le jeu de données se base en effet sur des données météorologiques
limitées dans le temps et exploitant peu l’historique des parcelles. Cela signifie que la
plupart des variables ne comprennent pas d’historique agrégeant leurs valeurs sur une
période de quatre semaines. En d’autres termes, ce jeu de données ne semble pas avoir
la même précision que le jeu de données de la betterave sucrière en termes de définition
temporelle des variables ou de l’historique. Or, les conditions initiales sont un facteur
décisif dans la dynamique des maladies des plantes [78] et celles-ci dépendent souvent
des saisons passées. Ceci tend encore à confirmer l’importance de la précision des relevés
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de données qui seront utilisées pour prédire la dynamique de développement des maladies
des plantes. D’un point de vue temporel, l’impact de la précision de ces relevés semble
également être un axe de recherche intéressant à explorer. On peut supposer qu’il existe
une relation entre les performances d’un modèle et la complexité du jeu d’entraînement,
de la même manière que la relation entre la complexité d’un modèle et ses performances.
Certains travaux tendent à montrer que des variations extrêmement limitées dans le temps
peuvent impacter significativement le développement des maladies des plantes. Il semble
donc nécessaire de prendre en compte la granularité des variables météorologiques d’un
point de vue temporel dans la phase de prétraitement des données, ou de manière générale
en amont de la conception des modèles. On peut également supposer que le compromis
entre cette complexité et les performances d’un modèle présente un risque double : un
plan trop large ne permettrait pas d’obtenir des données expliquant la variance de la
dynamique de développement des maladies des plantes (comme dans le cas du mildiou
de la vigne). Inversement, un focus trop précis pourrait mener les modèles vers un sur-
entraînement et donc des performances amoindries. Notre hypothèse est qu’encore une
fois, un compromis ou une optimisation des jeux de données est préférable. Cette com-
plexité des données impacte directement le problème du compromis entre la complexité
d’un modèle et ses performances : de manière générale, un modèle se basant sur un jeu
de données plus volumineux (en termes de nombre de variables) sera plus complexe (à
paramètres égaux). On suppose donc qu’il existe un compromis désirable entre la com-
plexité des jeux de données, des modèles et de leurs performances. Liée à cette question
se pose la problématique de l’ajout ou non de nouveaux indicateurs. Cet ajout devra se
faire sur la base à la fois des connaissances pré-existantes des agronomes, puis en se fiant
à l’influence que ces indicateurs auront sur les nouveaux modèles. Enfin, on pourra s’in-
téresser à l’intérêt de dupliquer l’approche utilisée pour la cercosporiose de la betterave
et de diviser les indicateurs sous la forme de séries temporelles (ou équivalent) ainsi qu’à
l’influence de cette approche sur l’explicabilité et les performances des modèles.
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Chapitre 6

CONCLUSION

Cette thèse s’inscrit dans le cadre du plan Ecophyto, et, de manière générale, de la re-
cherche en apprentissage automatique interprétable appliqué à la protection des cultures.
Ce champ de recherche est crucial pour la mise en place d’approches d’agriculture rai-
sonnée permettant de réduire l’utilisation de produits phytosanitaires sans entraîner une
baisse de rendement significative. La thèse a permis de montrer l’intérêt de prendre en
compte la problématique posée par la complexité des modèles appliqués à la prédiction
de la dynamique des maladies des plantes. On admet généralement que les modèles com-
plexes, comme les réseaux de neurones ou le gradient boosting, sont plus efficaces que
les modèles de régression linéaire. Cependant, cette augmentation de complexité se fait
au prix d’une perte d’interprétabilité. Cette interprétabilité est nécessaire si l’on cherche
à extraire des informations des modèles ou si la transparence est importante pour des
raisons d’acceptabilité ou légales. Les explications post-hoc peuvent aider à extraire ces
informations des modèles boîte noire, mais elles ne sont pas les seules solutions à notre dis-
position : nos modèles de complexité intermédiaire basés sur de la régression par pattern
se montrent capables d’entrer en compétition avec des modèles plus complexes tout en
conservant un meilleur degré d’interprétabilité. Nos modèles atteignent des performances
satisfaisantes par rapport aux exigences en protection des cultures dans un certain nombre
de cas, bien qu’une instabilité puisse être observée. De plus, les résultats obtenus grâce aux
méthodes d’explication post-hoc, comme les Partial Dependence Plots, montrent que cer-
tains effets de seuils modélisés par les modèles boîte noire sont également pris en compte
dans les modèles pattern-based. Ces modèles fournissent des informations confirmées par
les connaissances agronomiques préexistantes et de nouvelles informations sur des fac-
teurs jusqu’à présent considérés comme peu impactants. Cela met en lumière l’intérêt des
modèles de régression pattern-based pour la protection des cultures. Enfin, notre étude
confirme que les variations des conditions météorologiques d’une année à l’autre rendent
la prédiction de la dynamique des maladies des plantes difficile, et que cette tâche ne peut
être accomplie qu’à l’aide de recherches complémentaires décrites ci-après et de données
d’aussi bonne qualité que possible.

À l’avenir, il sera possible d’envisager d’étudier l’influence de la granularité des données
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spatiales et temporelles sur les performances des modèles. On pourrait également envi-
sager d’employer des méthodes de détection d’anomalies dont le but serait de stabiliser
les performances des modèles en détectant les années dont les conditions météorologiques
sortent de la norme. Un autre axe de recherche prometteur pourrait consister à appliquer
des techniques d’apprentissage de représentation dans l’objectif de trouver de nouveaux in-
dicateurs météorologiques permettant d’améliorer la précision de nos modèles. On pourra
également envisager d’utiliser des modèles non supervisés, compte tenu de la nature ex-
ploratoire de l’approche. Ces approches plus souples pourraient également se révéler utiles
dans le cadre du changement climatique, celui-ci aggravant les variations des conditions
climatiques et météorologiques.
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RÉSUMÉ

Cette thèse se concentre sur la prédiction de la dynamique des maladies des plantes et
les informations qui peuvent être tirées des modèles obtenus. Pour trouver un compromis
entre la performance et la complexité du modèle, on a utilisé des modèles de complexité
intermédiaire dits pattern-based.

L’objectif était de parvenir à obtenir des modèles de ce type suffisamment performants en
se basant sur des données météorologiques (comme les précipitations et l’ensoleillement)
et agronomiques. Ces modèles ont été comparés à des modèles couramment utilisés en
protection des cultures d’un point de vue du tradeoff entre la complexité et les perfor-
mances des modèles. Compte tenu du caractère hybride des modèles pattern-based, on
a cherché à comparer leurs structures et les informations qu’ils fournissent aux autres
modèles. Ceci nous a permis de confirmer que les modèles pattern-based s’approchent
des modèles plus complexes (RF, Gradient-Boosting. . .) tout en restant plus simples à
comprendre. Ceci nous permet de supposer que les explications fournies par ces modèles
sont pertinentes.

Enfin, ces modèles ont été utilisés dans la mise au point d’un outil de visualisation : Cet
outil a été mis au point en collaboration avec des experts agronomes d’instituts techniques
pour obtenir un résultat adapté à leurs besoins. Cela a permis d’isoler des principes
importants pour eux, comme la notion de contraste des informations fournies. L’outil
permet de visualiser les facteurs agronomiques et météorologiques les plus impactants sur
un ensemble de parcelles défini.
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tools can be based on machine-learning mod-
els, making it possible to automatize model
training and thus facilitate data exploitation.
This thesis studies the interest of pattern-
based models compared to simple models

such as linear regression or complex mod-
els such as Random Forest. It is shown that
the performance of mid-complexity models is
comparable to that of more complex models,
and that the information extracted from these
models is relevant and more comprehensible.
These pattern-based models were then used
as the basis for a visualization tool whose
aim is to convey explanations to agronomists,
offering them information of interest from an
agronomic point of view.
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