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CHAPITRE 1. INTRODUCTION

Chapitre 1

Introduction

1.1 Contexte

D’après l’Organisation Mondiale de la Santé (OMS), en 2019, 17.9 millions de
personnes sont décédées du fait d’une maladie cardiovasculaire. Cela représente 32%
du total des décès dans le monde. De ce fait, les maladies cardiovasculaires consti-
tuent un enjeu majeur du 21ème siècle nécessitant la mise en place de mesures de
contrôle et de prévention. Parmi ces décès, 85% furent la conséquence d’Accidents
Vasculaires Cérébraux (AVC) ou d’infarctus du myocarde ("crise cardiaque"). En
étudiant la forme des principales cavités cardiaques, ainsi que leur déformation au
cours du temps, il est possible de diagnostiquer ces maladies plus facilement et d’agir
plus tôt pour éviter leur aggravation. En particulier, il est intéressant d’analyser la
manière dont le muscle cardiaque (myocarde) se contracte et se relâche au cours du
cycle cardiaque, car certaines anomalies de contraction peuvent se manifester plus
précocement au cours de la maladie que d’autres marqueurs communément utilisés
en routine clinique. Néanmoins, actuellement, les logiciels cliniques qui permettent
d’étudier cette déformation myocardique au cours du temps ne sont pas entièrement
automatisés. En effet, ils nécessitent une initialisation manuelle des contours des ca-
vités cardiaques par les médecins, rendant l’analyse complexe et longue. Par ailleurs,
ces logiciels ne traitent souvent que le ventricule gauche alors que les autres cavités
peuvent également présenter des irrégularités.

Le projet européen MAESTRIA regroupant 18 partenaires provenant de 9 pays
propose de s’attaquer à ce problème et vise à développer de nouvelles approches
pour la détection de la cardiomyopathie atriale afin d’améliorer la gestion des soins
et d’identifier de nouvelles pistes thérapeutiques pour la médecine personnalisée des
AVC. Plus particulièrement, MAESTRIA vise à mettre au point une plateforme
pour faciliter le diagnostic de la fibrillation atriale (FA) et des AVC. Cette plate-
forme doit regrouper des outils permettant d’extraire des informations cliniques à
partir de données de différentes formes : biopsie, ECG, imagerie CT, imagerie IRM
et échocardiographie. L’utilisation conjointe de ces outils doit permettre d’évaluer
le risque de développement de la fibrillation atriale ainsi que de ses conséquences
(infarctus, AVC, . . .) chez le patient de manière plus précise. Les cardiologues dispo-
seront ainsi d’une plateforme proposant un diagnostic rapide et multifactoriel pour
des patients ayant une fibrillation atriale.

Les travaux de cette thèse prennent place au sein du "Work Package 1" du projet
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1.2. OBJECTIF

MAESTRIA qui vise à développer, optimiser et valider cliniquement de nouveaux
paramètres d’imagerie cardiaque permettant de prédire la cardiomyopathie atriale.
Ainsi, nous travaillons sur des images acquises par Imagerie par Résonance Magné-
tique (IRM), disposant d’un bon contraste pour les tissus mous tout en bénéficiant
d’une bonne résolution spatiale. Il s’agit d’une méthode d’acquisition qui n’expose
pas les patients à des radiations, ce qui la rend plus sûre pour certains sujets à
risque comme les enfants ou femmes enceintes. Ces images permettent aux médecins
de clairement visualiser les deux ventricules ainsi que leurs oreillettes et les muscles
papillaires. Plusieurs images sont acquises selon plusieurs coupes du cœur permet-
tant de remonter au volume 3D. De plus, ces volumes sont acquis à plusieurs instants
du cycle cardiaque de sorte que ces données comportent également une dimension
temporelle (3D + t). À partir de ces données, il est possible de calculer à la fois
des paramètres cliniques liés à la taille et la forme des structures cardiaques, mais
aussi d’obtenir des informations quant à la manière dont ces structures se déforment
au cours du temps. Ainsi, l’analyse de données IRM facilite à la fois la détection
d’anomalies morphologiques et contractiles. En particulier, il est possible d’extraire
des paramètres quantitatifs tels que le volume des ventricules, le volume d’éjection,
la fraction d’éjection, la masse du myocarde ou le strain myocardique, paramètres
facilitant le diagnostic de nombreuses maladies cardiaques.

1.2 Objectif
Dans ce contexte, l’équipe Imagerie Cardio-Vasculaire (ICV) du LIB a mis au

point un logiciel, nommé CardioTrack, qui permet l’analyse semi-automatique de la
déformation de toutes les cavités cardiaques à partir de données IRM. Ce logiciel
permet d’effectuer le suivi de points de contours des structures cardiaques au sein de
séquences d’images IRM (feature tracking) et donc, de remonter à la segmentation
des structures d’intérêts. Il permet de réduire radicalement le temps consacré à la
segmentation des séquences IRM en comparaison d’un traitement manuel. Grâce
à son efficacité, ce logiciel est actuellement utilisé pour traiter de larges cohortes
de patients. Néanmoins, ce programme repose sur une initialisation manuelle des
contours des structures cardiaques en diastole. Par conséquent, il serait intéressant
de pouvoir complètement automatiser le traitement des données IRM en rempla-
çant la phase d’initialisation manuelle par une segmentation automatique réalisée
par apprentissage. Les performances de cet algorithme pourraient également être
comparées avec les résultats de suivi du logiciel. Par la suite, nous espérons amélio-
rer l’estimation des paramètres cliniques mentionnés précédemment.

Les travaux effectués durant cette thèse pour analyser ces données s’appuient
sur l’utilisation de méthodes d’apprentissage. Ces méthodes optimisent un critère
préalablement choisi de façon à accomplir une tâche donnée. Le terme d’apprentis-
sage ou de "Machine Learning" (ML) provient de la manière d’optimiser ce critère,
assimilable à un processus d’apprentissage. En effet, il est préalablement nécessaire
de collecter une grande quantité de données qui sera séparée en deux groupes. Le
premier groupe est utilisé par l’algorithme pour optimiser le critère, il s’agit de la
phase d’entrainement. Le second groupe est utilisé une fois le modèle entrainé, pour
évaluer les performances sur des données non utilisées pour l’entrainement. Cette
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CHAPITRE 1. INTRODUCTION

seconde étape correspond à la phase de test qui mesure la capacité du modèle à
généraliser ce qui a été appris sur de nouvelles données. Pour accroitre l’efficacité
de la phase d’entrainement, il est possible de fournir des annotations associées aux
données que le modèle va chercher à prédire, il s’agit d’un apprentissage super-
visé. Parmi ces méthodes d’apprentissage, les recherches menées dans le cadre de
cette thèse utilisent des techniques dites d’apprentissage profond ou Deep Learning
(DL) reposant sur l’utilisation de réseaux de neurones profonds. L’un des princi-
paux atouts de ces réseaux de neurones profonds est leur capacité à extraire par
eux-mêmes des "caractéristiques" (features en anglais) relatives aux données et de
les utiliser pour optimiser au mieux le critère prédéfini. De ce fait, contrairement
à d’autres algorithmes d’apprentissage (SVM par exemple), il n’est pas nécessaire
de trouver par soi-même les caractéristiques les plus intéressantes pour résoudre le
problème. Les algorithmes de DL sont aujourd’hui largement utilisés dans l’indus-
trie et la recherche pour mener à bien des tâches liées au traitement d’images et
à la vision par ordinateur. De ce fait, ils sont particulièrement adaptés à l’analyse
d’images médicales.

Un premier objectif de cette thèse est de mettre au point un algorithme de seg-
mentation des structures cardiaques : ventricule gauche, ventricule droit et myocarde
sur des images IRM acquises en petit-axe afin d’extraire les paramètres quantitatifs
à même de faciliter le diagnostic de pathologies cardiaques. Dans un second temps,
une méthode permettant de réaliser le suivi des points de contours de ces structures
sera mise au point afin de caractériser leur déformation au cours du cycle cardiaque
par l’intermédiaire du calcul de courbes de déformation.

1.3 Verrous scientifiques et contributions
Les architectures de segmentation d’images de type U-net souffrent d’un écart

sémantique entre les cartes de caractéristiques de l’encodeur et du décodeur. La
concaténation des cartes de caractéristiques de l’encodeur directement avec celles
du décodeur par l’intermédiaire des "skip connections" est donc sous-optimale. Il
est nécessaire d’augmenter le champ réceptif des cartes de caractéristiques de l’en-
codeur avant concaténation de façon à réduire cet écart sémantique. Dans cette
thèse, nous proposons un mécanisme de filtrage des cartes de caractéristiques de
l’encodeur basé sur l’attention. Nous utilisons des blocs Swin transformer de façon
à ce que l’attention ne consomme pas trop de ressources de calcul pour ces hautes
résolutions.

Le calcul de la déformation myocardique se fait habituellement en calculant la
déformation entre une image de référence et toutes les autres images de la séquence.
Cela nécessite d’estimer le mouvement entre des images distantes dans la séquence,
ce qui rend la tâche plus complexe. Par conséquent, nous proposons une architecture
d’apprentissage profond reposant sur deux réseaux. Le premier estime le mouvement
entre des images adjacentes tandis que le second a pour objectif d’agréger les mouve-
ments intermédiaires prédits par le premier réseau de façon à obtenir un mouvement
entre des images distantes dans la séquence.

8



1.4. VALORISATION DES CONTRIBUTIONS

L’estimation de la déformation myocardique par apprentissage profond se fait
traditionnellement à l’aide d’algorithmes d’estimation du flux optique. Ces algo-
rithmes calculent le déplacement de chaque pixel de l’image. Or, seul le déplacement
des pixels se trouvant proche des contours des structures cardiaques est important
pour estimer la déformation radiale et circonférentielle du myocarde. Par conséquent,
nous avons mis au point, à partir des annotations de segmentation de la première
image, des cartes de distance qui sont utilisées pour pondérer les fonctions de coûts
durant l’entrainement. De ce fait notre entrainement s’effectue dans un cadre semi-
supervisé ce qui permet de s’entrainer sur toutes les images de la séquence sans
nécessiter d’annotation de vérité terrain pour chaque image. En outre, cette ap-
proche permet de prédire à la fois la déformation globale du muscle cardiaque, mais
aussi la déformation myocardique régionale.

1.4 Valorisation des contributions

Article de journal

N. Portal et al. Attention-based neural network for cardiac MRI segmentation :
application to strain and volume computation. In Innovation and Research in Bio-
Medical engineering (IRBM)

Articles de conférences

N. Portal et al. SFB-net for Cardiac Segmentation : Bridging the Semantic Gap
with Attention. In 2023 IEEE 20th International Symposium on Biomedical Imaging
(ISBI)

N. Portal et al. SFB-NET pour la segmentation cardiaque. In Société Francaise
de Résonance Magnétique en Biologie et Médecine (SFRMBM), 2023

N. Portal et al. Learning to estimate motion between non-adjacent frames in car-
diac Cine MRI data : a fusion approach. In 2024 IEEE 27th International Conference
on Pattern Recognition (ICPR)

1.5 Structure du manuscrit

Ce manuscrit se divise en 4 parties.
Dans la première partie, certains concepts clefs relatifs au contexte clinique, au

fonctionnement des IRM et aux méthodes d’apprentissage profond sont explicités.
Les principaux biomarqueurs ainsi que les principales bases de données pour le
traitement d’images IRM sont également présentés.

La seconde partie présente d’abord un état de l’art des méthodes de segmen-
tations avec et sans apprentissage profond. Nous introduisons ensuite un nouvel
algorithme de segmentation où l’utilisation de mécanismes d’attention permet d’ac-
croitre les performances d’un réseau de segmentation et d’estimer des biomarqueurs
de façon plus précise.
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CHAPITRE 1. INTRODUCTION

La troisième partie est composée de 3 chapitres. Le premier chapitre décrit
d’abord les principales méthodes d’estimation du flux optique avec et sans appren-
tissage profond. Puis, le deuxième chapitre introduit une première architecture re-
posant sur l’agrégation de flux de mouvement de manière à suivre les points de
contour des structures cardiaques sur les séquences IRM 2D. Cette approche repose
essentiellement sur l’utilisation de 2 réseaux de neurones de manière à fusionner les
flux de mouvements entre frames voisines dans le but d’obtenir des mouvements
entre frames distantes. Enfin, le troisième chapitre propose d’estimer le flux optique
à l’aide d’une architecture utilisant un réseau à mémoire de façon à ne plus dé-
pendre de 2 réseaux séparés et à bénéficier, durant l’entrainement, d’une mémoire
des précédents mouvements prédits. Cette architecture permet en outre de réduire le
nombre de composantes dans la fonction de coût. Lors de l’apprentissage, les diffé-
rentes composantes de la fonction de coût sont pondérées par des cartes de distances
qui donnent plus d’importance à l’estimation des mouvements proches des contours
des structures cardiaques.

Enfin la 4ème et dernière partie permet de conclure et d’ouvrir des perspectives
sur d’éventuelles améliorations.
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Chapitre 2

Contexte clinique et scientifique

2.1 Contexte clinique

2.1.1 Fonctionnement du cœur

Système cardiovasculaire

Le cœur permet d’assurer le bon fonctionnement du corps humain en expulsant
du sang oxygéné et porteur de nutriments vers les organes. Il recueille également du
sang pauvre en dioxygène et riche en dioxyde de carbone. Il joue ainsi le rôle d’une
pompe chargée de renouveler le dioxygène et de drainer les déchets métaboliques
du corps, assurant ainsi une circulation sanguine vitale pour maintenir les fonctions
corporelles essentielles.

Le cœur (Figure 2.1) se décompose en une partie droite et une partie gauche
assurant chacune un rôle différent. Ces deux parties sont composées d’une oreillette
et d’un ventricule.

• La partie droite du cœur recueille le sang pauvre en oxygène et chargé en di-
oxyde de carbone en provenance des organes par les veines caves supérieures
et inférieures. Le sang entre d’abord dans l’oreillette droite avant d’être ex-
pulsé vers le ventricule droit après l’ouverture de la valve tricuspide. Après
la fermeture de cette valve, le sang est éjecté par l’intermédiaire de l’artère
pulmonaire vers les poumons pour être renouvelé en oxygène.

• La partie gauche reçoit le sang riche en oxygène en provenance des poumons à
travers les veines pulmonaires. Le sang entre d’abord dans l’oreillette gauche
avant d’être expulsé vers le ventricule gauche après l’ouverture de la valve
mitrale. Après la fermeture de cette valve, le sang est éjecté vers les organes
en passant par l’aorte.

11
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Figure 2.1 – Schéma de l’anatomie du cœur 1

Durant un cycle cardiaque, on distingue la diastole correspondant au relâchement
des ventricules et à leur remplissage en sang, et la systole qui, à l’inverse, prend place
lorsque les ventricules se contractent pour éjecter le sang vers les poumons ou les
organes.

• La diastole coïncide avec l’ouverture des valves atrio-ventriculaires (valves
tricuspides et mitrales). Le sang s’écoule alors depuis les veines caves ou pul-
monaires vers les ventricules à travers les oreillettes. La relaxation ventricu-
laire pendant cette phase entraine un gradient de pression entre les oreillettes
et les ventricules qui favorise cet écoulement.

• En fin de diastole, la systole atriale a pour rôle de terminer le remplissage
des ventricules. Durant cette période, les oreillettes se contractent à la suite
du passage d’une onde électrique dans leurs cavités.

• Durant la systole ventriculaire, une stimulation électrique conduit à la contrac-
tion des ventricules gauche et droit et à une élévation de la pression dans ces
cavités. Le sang est alors éjecté vers l’artère pulmonaire et l’aorte à la suite
de l’ouverture des valves sigmoïdes (valves aortiques et pulmonaires). Durant
cette période, les oreillettes se relâchent et se remplissent de sang.

1. https://futurinfirmier.fr/ue-2-2-s1-le-systeme-cardiovasculaire/
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2.1. CONTEXTE CLINIQUE

Le myocarde

Le myocarde est le muscle cardiaque responsable de la contraction du cœur. Il
est irrigué en sang grâce aux artères coronaires. Comme représenté en Figure 2.2,
le myocarde est une couche épaisse située au milieu de la paroi cardiaque, entre
l’endocarde (bordure intérieure de la paroi) et l’épicarde (bordure extérieure avant
le péricarde).

Figure 2.2 – Représentation des couches de la paroi cardiaque. Image issue de
Fornasier-Santos 2018

Le myocarde est constitué de cellules musculaires ainsi que de cellules pacemaker.
• Les cellules pacemaker permettent de générer le courant électrique respon-

sable de la contraction du cœur. Elles sont contrôlées par le système nerveux
autonome, c’est-à-dire qu’elles émettent des impulsions électriques de façon
régulière sans contrôle volontaire. Ces cellules s’activent entre 60 et 100 fois
par minute, initiant un processus nommé "potentiel d’action cardiaque". Elles
sont situées dans une zone appelée nœud sinusal qui se trouve dans la partie
supérieure de l’oreillette droite. Les cellules pacemaker sont bien plus petites
que les cellules musculaires et représentent seulement 1% de l’ensemble des
cellules du cœur.

• Les cellules musculaires (cardiomyocytes) représentent 99% des cellules des
ventricules et des oreillettes et sont liées entre elles par des disques interca-
laires. Ces disques permettent aux cellules de réagir rapidement et de façon
coordonnée lorsqu’une stimulation électrique en provenance des cellules pa-
cemaker les traverse.
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Lorsque le cœur se contracte, les cellules pacemaker transmettent des ions vers les
cellules musculaires à l’aide de jonctions communicantes qui relient les cellules entre
elles. Le courant électrique part du nœud sinusal en direction du nœud atrioventri-
culaire et continue le long de la paroi cardiaque située entre les deux ventricules. Il
atteint ensuite l’apex du cœur avant de remonter vers les fibres de Purkinje (Figure
2.3).

L’activité électrique du cœur se mesure à l’aide d’un électrocardiogramme (ECG).
La phase de dépolarisation des oreillettes correspond à l’onde P sur l’ECG. La phase
de dépolarisation des ventricules correspond au segment QRS. L’onde T représente
la phase de repolarisation des ventricules.

Figure 2.3 – Le potentiel d’action cardiaque 2.

2.1.2 Maladies cardiovasculaires en lien avec le myocarde

Cette section introduit les principales affections myocardiques. Ces pathologies
cardiaques se manifestent par des douleurs thoraciques, des difficultés à respirer,
de la fatigue, des syncopes et peuvent entrainer des insuffisances cardiaques, des
arythmies ou des arrêts cardiorespiratoires.

La fibrillation atriale (FA)

La FA se manifeste par un rythme de contraction de l’atrium (oreillette) trop
rapide et irrégulier, se traduisant par une réduction du débit cardiaque. Les organes
du corps ne sont alors plus alimentés suffisamment en oxygène. La FA a pour consé-
quence une dilatation de l’oreillette entrainant la fibrose des tissus myocardiques.
La sévérité de la fibrose augmente avec la durée de la FA. L’accumulation de tis-
sus conjonctifs du fait de la cicatrisation peut altérer le système de conduction des

2. https://www.brainkart.com/article/Cardiac-Action-Potentials_26936/
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impulsions électriques dans le myocarde. La dilatation de l’oreillette et donc la fibril-
lation atriale est favorisée par l’hypertension ou la présence de maladies des valves
cardiaques. Lors de la FA, la conduction électrique est ralentie et la période ré-
fractaire (temps séparant deux impulsions électriques) plus courte. Par conséquent,
un ou plusieurs courant électriques circulaires réentrants se forment au niveau de
l’oreillette, le plus souvent proche des veines pulmonaires. Ces courants électriques
interfèrent avec l’impulsion électrique principale trouvant son origine dans le nœud
sinusal. La formation de ces courants réentrants (rotor) s’explique par la séparation
du front de l’onde électrique provenant du nœud sinusal en sous-ondes plus petites
au contact d’obstacles (on parle de "vortex shedding" en anglais). Dans certaines
conditions, ces sous-ondes peuvent se reformer et suivre un mouvement rotatif au-
tour d’un point central (Waks et Josephson 2014). Il est important de noter que
le nombre accru d’impulsions électriques dans le cas de la FA ne se traduit pas
par un nombre équivalent de contraction cardiaque. En effet, le nœud atrioventri-
culaire dispose d’une conduction réduite de sorte que toutes les ondes électriques
en provenance des oreillettes n’entrainent pas une contraction des ventricules. Cela
différentie la FA du terme plus général de tachycardie qui peut faire référence à une
arythmie au niveau des oreillettes ou des ventricules.

La FA peut se diagnostiquer à l’aide d’un ECG et se caractérise par l’absence
d’onde P ainsi que des complexes QRS irrégulièrement espacés. L’échocardiographie
permet également de plus facilement détecter une dilatation de l’oreillette qui se
manifeste lors de la FA.
La FA accroit le risque d’infarctus du myocarde ou de thrombose. Par conséquent,
des anticoagulants sont souvent prescris aux patients. Si ces anticoagulants sont
contre-indiqués ou inefficaces, il est possible de réaliser une opération consistant à
fermer l’auricule gauche. Cette zone se situe au sein de l’oreillette et prend la forme
d’une cavité. Elle n’assure pas de fonction primordiale mais 90% des thromboses du
cœur chez les patients souffrant de FA sont liées à des thrombus se formant dans
cette zone (Blackshear et Odell 1996). Par conséquent il est intéressant d’obstruer
cette zone de façon à éviter qu’un thrombus ne migre vers un vaisseau sanguin.
Un traitement médicamenteux peut également être prescris de manière à réduire la
fréquence cardiaque, notamment en réduisant le courant électrique passant par le
nœud atrioventriculaire (Bêta-bloquants ou inhibiteur calcique). Lorsque les traite-
ments médicamenteux sont inefficaces, il est possible de pratiquer une ablation par
cathéter de façon à cibler avec précision le tissu cardiaque responsable de l’arythmie
(soit par onde radiofréquence, soit par cryoablation) situé le plus souvent au niveau
des veines pulmonaires. La chirurgie de Cox ("Cox Maze procedure") (Prasad et
al. 2003) se pratique également comme alternative à l’ablation par cathéter. Cette
méthode consiste à réaliser des sutures au sein de l’oreillette de façon à guider le
signal électrique en provenance du noeud sinusal vers le noeud atrioventriculaire. La
version la plus récente de cette méthode (Cox Maze 4 (Damiano et al. 2011)) utilise
les ondes radiofréquences plutôt que des sutures. Les méthodes dites "minimaze"
reposent sur la méthode de Cox mais limitent le nombre de sutures et/ou les zones
concernées de façon à rendre l’opération moins invasive.
La consommation d’alcool, le tabagisme, l’obésité, le diabète, l’absence d’activité
physique régulière ainsi que l’apnée du sommeil ou la présence de cardiopathie congé-
nitales favorisent l’apparition de la FA.
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En 2014, la FA concernait 2 à 3% de la population européenne et nord-américaine
(Zoni-Berisso et al. 2014). 33 millions de personnes étaient affectées dans le monde
en 2020 (Chung, Eckhardt et al. 2020).

L’infarctus du myocarde

L’infarctus du myocarde, plus communément connu sous le nom de "crise car-
diaque", se traduit par la baisse de l’apport sanguin ou l’arrêt complet de cet apport
dans une ou plusieurs des artères coronaires qui irriguent le myocarde (ischémie).
Ce défaut de perfusion entraine la mort (nécrose) des cellules cardiaques qui ne sont
plus alimentées correctement en oxygène et nutriment. De ce fait, le cœur n’est plus
capable de pomper efficacement le sang vers les organes du corps.
Le plus souvent, l’infarctus du myocarde est la conséquence de l’athérosclérose (Reed,
Rossi et Cannon 2017 ; Authors/Task Force Members et al. 2008). Les plaques
d’athérome, représentées en Figure 2.4, sont des dépôts contenant de la graisse,
du cholestérol ou encore du calcium qui se forment sur plusieurs années au sein
d’une artère. Avec l’âge, et à mesure que la plaque d’athérome grossit, il est pos-
sible que l’endothélium, la paroi interne de l’artère séparant la plaque d’athérome
de la partie creuse de l’artère (lumière ou lumen), se rompe. Cette rupture entraine
l’arrivée rapide de thrombocytes chargés de colmater la brèche pour assurer la coa-
gulation sanguine. À l’issue de la coagulation sanguine, un thrombus se forme. Ce
thrombus va alors faire obstacle à la circulation du sang en réduisant l’espace au
sein de la lumière de l’artère (sténose). Lorsque l’artère est complètement obstruée,
les tissus en aval ne sont plus alimentés en sang entrainant des lésions irréversibles
(Davidson’s principles and practice of medicine. - NLM Catalog - NCBI 2024).
L’infarctus du myocarde peut être diagnostiqué à l’aide de tests sanguins, d’une
coronarographie ou d’un ECG. En effet, selon que l’on observe une élévation du
segment ST sur l’ECG ou non, l’infarctus du myocarde sera catégorisé en STEMI
ou NSTEMI. Le segment ST est situé entre le segment QRS correspondant à la
dépolarisation des ventricules et l’onde T qui correspond à leur repolarisation.
Les facteurs de risque établis pour l’infarctus du myocarde sont l’obésité, le manque
d’exercice physique, le tabagisme, l’hypertension, un haut taux de cholestérol dans le
sang ou encore la consommation excessive d’alcool et la mauvaise alimentation. Des
facteurs génétiques jouent également un rôle important dans son apparition (Perk
et al. 2012).
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Figure 2.4 – L’infarctus du myocarde 3.

La cardiomyopathie dilatée (CMD)

La CMD correspond à une augmentation de la taille du ventricule gauche ac-
compagnée d’un amincissement et d’une perte d’élasticité de la paroi myocardique.
Les ventricules ont alors une forme plus arrondie et moins allongée. Du fait de ces
altérations, le sang n’est plus pompé efficacement vers les organes (Figure 2.5). Cette
cardiomyopathie est également associée à une baisse de la fraction d’éjection (Elliott
et al. 2008).
Une personne atteinte de cardiomyopathie dilatée va pouvoir, dans un premier
temps, compenser la baisse de la fraction d’éjection du fait de la loi de Starling.
Cette loi stipule que l’augmentation du volume télédiastolique s’accompagne d’un
plus grand étirement du sarcomère se trouvant dans les cardiomyocytes, induisant
une plus grande force de contraction du cœur et donc un volume d’éjection plus
important. Par conséquent, les patients atteints de cardiomyopathie dilatée peuvent
être asymptomatique, au moins dans un premier temps, du fait de ce mécanisme
de compensation. À mesure que la pathologie s’aggrave, ce mécanisme ne sera plus
suffisant pour compenser la baisse de la fraction d’éjection (Lilly 2012).
La cardiomyopathie dilatée peut être diagnostiquée à l’aide d’un ECG. En effet, lors-
qu’un patient présente un bloc de branche ainsi qu’une déviation axiale droite, il est
probable qu’il soit atteint de cardiomyopathie dilatée (Nikolic et Marriott 1985). Ces

3. https://institut.amelis-services.com/sante/autres/infarctus-du-myocarde-definition-symptomes-causes-traitements/
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modifications de l’ECG correspondent respectivement à un retard dans la contrac-
tion du ventricule gauche (courant électrique lent ou inexistant dans le faisceau de
His) et à une déviation du sens de propagation du courant électrique dans le cœur.
Par ailleurs, le recours à un cathétérisme cardiaque ou à l’angiographie permet d’ex-
clure l’existence d’une maladie coronarienne. Les tests génétiques jouent également
un rôle important dans le diagnostic de la cardiomyopathie dilatée puisqu’il a été
montré que 25 à 35% des patients atteints ont des antécédents familiaux (Kumar
et al. 2007). L’IRM cardiaque permet également de faciliter le diagnostic de cette
pathologie (Dent 2019).

La cardiomyopathie hypertrophique (CMH)

La CMH correspond à un épaississement des tissus musculaires du cœur (Figure
2.5). Cette pathologie touche principalement le ventricule gauche. L’accroissement
de la taille du myocarde réduit son élasticité et sa capacité à contracter le cœur.
Par ailleurs, la conduction électrique au sein du myocarde se dégrade, en particulier
pour le faisceau de His et la fibre de Purkinje, zones jouant un rôle essentiel pour la
dépolarisation des ventricules. L’élargissement du myocarde peut conduire le muscle
cardiaque à faire obstacle à l’éjection du sang vers les organes ; on parle alors de
cardiomyopathie obstructive. Cette obstruction est liée à la fois à l’élargissement du
septum (paroi séparant les deux ventricules), mais aussi au déplacement de la valve
mitrale vers le septum. Ce déplacement est lié à l’effet Venturi qui stipule que la
pression diminue lorsque la vitesse d’écoulement s’accélère dans des espaces étroits.
Du fait de cette diminution de la pression au niveau de la voie d’éjection du sang
du ventricule gauche, la valve mitrale est attirée vers le septum (effet du gradient
de pression) (Basit, Brito et Sharma 2024).
Par conséquent, il est possible de diagnostiquer la CMH à l’aide d’un cathétérisme
cardiaque, en mesurant la différence de pression entre le ventricule gauche et la partie
ascendante de l’aorte. L’échocardiographie est généralement utilisée pour diagnosti-
quer cette pathologie avec un taux de succès supérieur à 80% (Parato et al. 2016).
Dans le cas où l’échocardiographie ne permet pas de détecter la maladie, on a sou-
vent recours à l’IRM cardiaque. Il est par exemple difficile de déceler la CMH pour
les enfants ayant moins de 13 ans avec l’échocardiographie (Maron 2002). En re-
vanche, en utilisant l’IRM, des chercheurs ont montré qu’il était possible d’identifier
des anomalies dans les cellules musculaires au niveau du septum chez des patients
asymptomatiques. Ces anomalies seraient des marqueurs précoces de l’apparition de
la CMH (Germans et al. 2006). Plus généralement, lors de la présence d’une CMH,
l’IRM permet dans 60 à 70% des cas de montrer un épaississement de plus de 15mm
de la partie basse du septum interventriculaire (Amano et al. 2018).
La CMH résulte principalement de prédispositions génétiques. La pathologie sur-
vient à la suite de l’altération de certains gènes responsables du développement des
protéines au sein du sarcomère. Ainsi, entre 50 et 60% des personnes avec une forte
suspicion de CMH ont une mutation sur au moins l’un des 9 gènes du sarcomère.
De plus, la CMH étant un caractère génétique autosomique dominant, si l’un des
parents présente cette mutation génétique, l’enfant aura 50% de chances d’hériter de
la mutation (Cirino et Ho 1993). Par conséquent, au-delà des techniques d’imagerie,
le diagnostic de cette pathologie s’appuie parfois sur des tests génétiques ainsi que
sur la consultation des antécédents familiaux (Gersh et al. 2011).
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Figure 2.5 – Cardiomyopathies dilatée et hypertrophique 4.

2.1.3 Imagerie cardiaque

Modalités d’imagerie cardiaque

Avant de revenir plus en détails sur le fonctionnement de l’IRM, il convient d’évo-
quer les principales différences avec les deux autres principales modalités d’imagerie
cardiaque que sont l’échocardiographie et le scanner (Computed Tomography, CT).
Des exemples de ces 3 modalités d’imagerie sont présentés Figure 2.6

(a) (b)

Figure 2.6 – (a) Exemple d’échocardiographie (Fitzgerald, Bashford et Scalia
2017). (b) Images petit-axe d’un même patient à fin systole avec IRM (à gauche) et
scan CT (à droite) (Martini et al. 2010)

4. https://sante.journaldesfemmes.fr/fiches-maladies/2733453-cardiomyopathie-symptome-esperance-de-vie/
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• L’échocardiographie fonctionne à l’aide d’une sonde que l’on place sur la poi-
trine du patient et qui émet des ondes ultrasonores à travers le corps. Lorsque
les ondes entrent en contact avec certaines structures, elles sont renvoyées
vers la sonde qui enregistre un écho. Il s’agit d’une modalité d’imagerie non-
invasive, indolore et non ionisante. L’échocardiographie permet de produire
des images dynamiques en temps réel mais reste généralement 2D. De plus,
le positionnement du cœur dans la cage thoracique limite les positions de la
sonde permettant de l’imager. Elle est particulièrement utile pour mesurer
des paramètres de la fonction cardiaque (comme les volumes ou la défor-
mation myocardique). Par ailleurs, il est également possible de mesurer la
vitesse du sang dans les cavités cardiaques grâce à l’effet Doppler. En effet,
la fréquence des ondes émises par la sonde est modifiée par les objets en
mouvement comme les globules rouges du sang. Cette mesure permet ainsi
d’évaluer la présence de fuite ou de sténose au niveau des valves mitrale et
aortique. Enfin, l’échocardiographie, de par son caractère dynamique, per-
met aussi de diagnostiquer des infarctus du myocarde, des maladies liées aux
valves cardiaques, ou un dysfonctionnement dans le pompage du sang.

• Le scanner CT fonctionne à l’aide d’un tube à rayons X qui effectue des rota-
tions autour du patient et dont les rayons émis sont captés par un détecteur
situé à l’opposé. Le patient est positionné entre l’émetteur et le récepteur et
les rayons X sont atténués par les différents tissus du corps en fonction de
leur densité. Le sinogramme obtenu est ensuite traité informatiquement pour
reconstruire un volume tomographique 3D de haute résolution. Bien que l’ac-
quisition d’un volume CT soit rapide (la positionnant comme une modalité
de choix en cas d’urgence), son caractère ionisant la restreint à de l’imagerie
statique. Les travaux récents de réduction de dose, ont permis l’émergence de
séquence dynamique mais au prix d’une moins bonne résolution et d’un moins
bon contraste. Le taux de contraste des images CT, qui peut être amélioré
en injectant un produit de contraste, est plus élevé pour les structures denses
comme les os mais plus faible pour les tissus mous comme la graisse qui ab-
sorbent moins les rayons X. La tomodensitométrie est fréquemment utilisée
pour détecter, diagnostiquer ou effectuer un suivi des maladies coronaires. On
peut en effet détecter des plaques de calcium responsable d’ischémies, ou ana-
lyser les artères coronaires en injectant un produit de contraste (angiographie
coronaire CT).

• L’Imagerie par Résonance Magnétique (IRM) est une technique d’imagerie
non invasive, indolore et non ionisante, capable de générer des images avec
une bonne résolution, un bon rapport signal sur bruit et un taux de contraste
élevé, notamment pour les tissus mous. Cela en fait une méthode particuliè-
rement adaptée pour l’imagerie cardiaque et en particulier pour générer des
séquences d’images temporellement résolues. Nous revenons en détail sur le
fonctionnement de l’IRM dans la section suivante.

20



2.1. CONTEXTE CLINIQUE

Fonctionnement de l’imagerie IRM

Les protons des atomes d’hydrogènes possèdent un mouvement intrinsèque ap-
pelé "spin". Le spin est souvent assimilé au moment cinétique des particules quan-
tiques et possède donc une direction et une magnitude. Sa direction est une valeur
vectorielle correspondant à l’axe de rotation tandis que sa magnitude correspond à
sa vitesse de rotation. S’il n’est pas possible de mesurer la direction d’un spin indi-
viduel (principe d’incertitude de Heisenberg), il est en revanche possible de mesurer
sa direction selon un axe particulier (x, y ou z) ainsi que sa magnitude. À l’état
naturel, le spin de ces protons est désynchronisé et la somme de leurs moments ma-
gnétiques de spin est nulle. L’Imagerie par Résonance magnétique (IRM) génère un
champ magnétique B0 de façon à aligner les spins des protons soit dans le même
sens que B0 soit dans le sens opposé (polarisation). De ce fait, l’IRM fonctionne
bien pour la matière composée de nombreux atomes d’hydrogène, comme c’est le
cas du corps humain (60% d’eau). En revanche, l’IRM est inefficace pour l’étude des
parties osseuses, pauvre en molécules d’eau. La fréquence de rotation des protons
(précession de Larmor) ωL est proportionnelle à l’intensité du champ magnétique
B0 :

ωL = −γB0, (2.1)

Après application de B0 dans le sens de l’axe z, les protons précessent autour de
l’axe z (la somme des moments magnétiques de spin de l’ensemble des protons est
différente de 0). Pour obtenir des images, une pulsation "radiofréquence" va être
appliquée dans une direction perpendiculaire à B0. À la suite de cette impulsion, les
protons vont s’orienter de façon perpendiculaire à B0 et précesser de façon synchro-
nisée. Une fois l’impulsion émise, les protons vont progressivement se réorienter vers
l’axe z, le sens d’application de B0. L’orientation va gagner en composante longitudi-
nale et perdre en composante transversale. La mesure des durées de récupération des
composantes longitudinale ou transversale permettent d’obtenir des images IRM. Le
processus est décrit Figure 2.7. Le temps de relaxation des différents protons d’hy-
drogène dans le corps n’est pas le même pour chaque organe conduisant à des images
avec un fort contraste. Durant la phase de diminution de la composante transversale,
on observe une perte progressive de cohérence dans les spins des protons, laquelle
contribue à un affaiblissement progressif du signal (FID). Le temps entre le moment
de l’émission de l’impulsion radiofréquence et le moment de récupération du signal
est nommé "Temps d’Echo" (TE) tandis que celui entre l’émission de deux impul-
sions radiofréquence est nommé "Temps de Répétition" (TR). En fonction de la
durée de TE et TR, il est possible de modifier le contraste de l’image en privilégiant
la relaxation longitudinale (appelée T1) ou transversale (appelée T2). Plus TE et
TR seront courts et plus l’image obtenue sera pondérée en T1. À l’inverse, plus
ils seront longs et plus la pondération T2 sera importante. Lorsque le contraste de
l’image est principalement déterminé par le temps de relaxation longitudinale des
tissus, on dit que l’image est pondérée en T1 ("T1-weighted image"). Dans le cas
où c’est le temps de relaxation transversale qui détermine le contraste de l’image,
on parle d’image pondérée en T2 ("T2-weighted image").
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Figure 2.7 – (a) Au repos, les protons d’hydrogène ont un moment magnétique
dont l’orientation est aléatoire. (b) L’application d’un champ magnétique B0 per-
met d’aligner les moments magnétiques des protons d’hydrogène de façon parallèle
ou antiparallèle à ce champ. La somme des moments magnétiques des protons est
appelée aimantation résultante nette ("net magnetization") et est notée M . Elle est
en générale positive car il y a davantage de protons alignés dans le sens de B0 que
dans le sens opposé. (c) L’impulsion d’une onde radiofréquence à la fréquence de
Larmor modifie l’orientation du vecteur M (ici à 90o par rapport à B0). (d) M se
réaligne ensuite avec B0 en récupérant progressivement sa composante longitudi-
nale (relaxation T1) et en perdant celle transversale (relaxation T2). Les bobines de
l’IRM récupèrent le signal émis par les protons lors de leur relaxation. Image issue
de Puiseux et al. 2021.

Imagerie IRM et orientation dans l’espace

Pour obtenir des images selon différentes orientations (petit-axe, grand axe), il
est nécessaire d’obtenir un signal variant dans les 3 directions de l’espace. Autre-
ment dit, il est nécessaire d’avoir des protons dont la fréquence de précession varie
spatialement. Du fait de l’homogénéité du champ B0 selon l’axe z, cela n’est pas
directement possible car la fréquence de Larmor est la même pour tous les protons.
En ajoutant un gradient magnétique variant linéairement selon l’axe z au champ B0,
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la fréquence de Larmor des protons varie également linéairement selon cet axe. En
émettant une onde radiofréquence dont la fréquence correspond à la fréquence de
Larmor d’une plage particulière de protons, on est ainsi capable de sélectionner une
coupe du volume. Pour obtenir des voxels ayant des valeurs différentes selon l’axe
des x et des y, on utilise également un gradient magnétique variant linéairement
dans ces deux directions. On utilise un gradient magnétique avec une fréquence va-
riant selon l’un des deux axes pour distinguer l’intensité des voxels selon cet axe,
c’est l’étape de "frequency encoding". Pour chaque voxel x selon l’axe d’encodage
des fréquences, la fréquence de précession f(x) devient la somme de la fréquence
du gradient Gf et du champ magnétique de départ B0, pondéré par la constante
gyromagnétique γ : f(x) = γ(B0 + xGf ). Pour le second axe, on utilise un gradient
magnétique faisant varier la phase des signaux, c’est l’étape de "phase encoding".
Au final, chaque pixel au sein d’une slice sélectionnée selon l’axe z dispose d’une
fréquence et d’une phase différente. Ces informations de phase et de fréquence sont
temporairement stockées dans une matrice de même taille que l’image produite en
sortie, il s’agit du "k-space" (ou domaine de Fourier). A la fin de l’acquisition, on
applique la transformée de Fourier inverse pour reconstruire l’image spatiale et ré-
cupérer l’intensité des voxels.

De cette façon, l’IRM permet d’obtenir des images selon des orientations dif-
férentes : axiale, sagittale et coronale. Pour l’imagerie cardiaque, on distingue les
images petit-axe des images grand-axe.

• Les images grand-axe sont acquises de façon parallèle au grand axe qui va de la
base à l’apex du coeur. On distingue les images grand-axe 2 cavités des images
3 cavités et 4 cavités. Les images grand-axe 2 cavités présentent le ventricule
gauche et l’oreillette gauche. Les images grand-axe 3 cavités contiennent éga-
lement la valve aortique ainsi que l’aorte ascendante. Les images grand axe
4 cavités permettent de distinguer les ventricules gauche et droit ainsi que
les oreillettes gauche et droite. L’orientation grand-axe est privilégiée pour
évaluer la taille, la forme et la déformation des oreillettes, ce qui la rend
particulièrement utile pour diagnostiquer, par exemple, la fibrillation atriale.

• Les images petit-axe sont acquises de façon perpendiculaire au grand axe.
Elles présentent une vue transversale des ventricules gauche et droit ainsi
que de la paroi cardiaque. Par conséquent, cette orientation est privilégiée
pour évaluer l’épaisseur du myocarde. En effet, la paroi cardiaque peut être
divisée en segments dont la taille et la déformation peuvent être analysées
pour diagnostiquer des infarctus du myocarde ou des cardiomyopathies hyper-
trophiques. L’orientation petit-axe ne permet pas de distinguer les oreillettes
des ventricules.

Des exemples de coupes petit-axe et grand-axe ainsi que le plan de coupe per-
mettant de les obtenir sont présentés Figure 2.8a. Cette thèse porte uniquement sur
l’étude des images petit-axe de façon à analyser la déformation de la paroi cardiaque.
Plusieurs de ces coupes sont alignées selon l’axe z (en profondeur) pour former un
volume 3D (Figure 2.8b) allant de la base à l’apex du coeur. De par la nature dy-
namique de la méthode SSFP, on dispose donc finalement d’un volume 3D pour
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chaque phase du cycle cardiaque, conférant à ces données une dimension spatiale et
temporelle (3D+t).

(a) (b)

Figure 2.8 – (a) Exemples d’images petit-axe et grand-axe ainsi que de leur plan de
coupe respectif (Kruk et al. 2017). (b) Plusieurs coupes 2D petit-axe sont "empilées"
le long du grand axe pour former un volume 3D (El-Rewaidy et Fahmy 2016).

Imagerie IRM Ciné

L’imagerie IRM Ciné est une série d’acquisitions d’images IRM formant une vidéo
permettant d’observer le cœur à différents instants du cycle cardiaque. Ces images
sont générées à l’aide de la méthode SSFP (Steady-state free precession imaging).
Cette technique repose sur la méthode de l’écho de gradient qui utilise un gradient
magnétique pour s’assurer que les spins sont en phase (McRobbie et al. 2017). Les
séquences SSFP sont rendues possibles par des séries d’impulsions radiofréquences
avec un faible TR (TR < TE) de sorte que le début de l’écho se confond avec la fin
de la FID (Figure 2.9). Cela permet le maintien d’une magnétisation transversale
résiduelle constante entre l’émission des radiofréquences (Carr 1958). En imagerie
cardiaque, ces séquences sont généralement réalisées sous apnée du patient (10-15s)
et un cycle cardiaque « moyen » est reconstruit (40-50 images par cycle).

Figure 2.9 – Les séquences SSFP se caractérisent par un TR faible et un écho
arrivant avant la dégradation totale du signal en jaune. Le signal émis par les protons
d’hydrogène lors de la perte de la composante longitudinale et transversale après
chaque impulsion radiofréquence est detecté par les bobines de l’IRM 5.

5. https://mriquestions.com/what-is-ssfp.html
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Les séquences ciné du cœur sont généralement utilisées pour évaluer la fonc-
tion cardiaque grâce à l’information de mouvement qu’elles fournissent. Ainsi, ces
séquences permettent d’analyser la façon dont le cœur se contracte et se relâche
pour identifier des anomalies liées au mouvement de la paroi cardiaque, à la fraction
d’éjection ou au volume des ventricules (Schulz-Menger et al. 2013 ; Pennell et al.
2004 ; Grothues et al. 2002). L’IRM ciné a également été utilisée pour aider au diag-
nostic de pathologies liées aux valves du cœur (Hundley et al. 1995 ; Cawley, Maki
et Otto 2009). Des travaux ont été conduits pour mesurer le flux sanguin et faciliter
le diagnostic de pathologies liées à l’hémodynamique cardiovasculaire et utilisent
généralement l’IRM à contraste de phase sur des séquences ciné (Lotz et al. 2002 ;
Gatehouse et al. 2010 ; Tang, Blatter et Parker 1993). L’IRM ciné fournit également
des informations pour préparer au mieux les interventions cardiaques notamment le
cathétérisme (Amin, Campbell-Washburn et Ratnayaka 2022 ; Razavi et al. 2003)
pour les malformations congénitales. Plus récemment, les techniques utilisant le
Deep Learning ont gagné en popularité et ont montré leur efficacité pour classer cer-
taines pathologies cardiaques ou extraire des paramètres quantitatifs concernant la
fonction cardiaque (Papandrianos et al. 2022 ; Dong, Luo et al. 2018 ; Bai et al. 2018).

2.1.4 Biomarqueurs d’imagerie

L’étude de l’imagerie cardiaque a pour but d’extraire des mesures quantitatives
à même de renseigner sur certaines fonctions physiologiques des patients. Ces me-
sures, appelées biomarqueurs, permettent de faciliter le diagnostic et le pronostic des
pathologies cardiaques, de surveiller leur évolution ou encore d’adapter le traitement
suivi par le patient. Nous présentons ci-dessous les biomarqueurs qui sont estimés
dans les travaux de cette thèse.

Volumes des ventricules à fin diastole et fin systole

Les volumes des ventricules en télé-diastole (End Diastolic Volume, EDV) et
télé-systole (End Systolic Volume, ESV) renseignent sur la façon dont le sang se
déverse et est expulsé de ces cavités. Ils constituent donc une bonne mesure de
la fonction cardiaque. D’après une méta-analyse (Kawel-Boehm et al. 2020), les
volumes du ventricule gauche en télé-diastole et télé-systole pour un sujet adulte se
situent autour de 155±30mL et 55±15mL respectivement pour les hommes, contre
123± 22mL et 43± 11mL pour les femmes. Pour le ventricule droit, les valeurs sont
de 166 ± 39mL et 73 ± 22mL pour les hommes, contre 122 ± 27mL et 50 ± 15mL
pour les femmes.

Le volume d’éjection systolique

Le volume d’éjection systolique (Stroke Volume, SV) est la différence entre le
volume télé-diastolique et télé-systolique (SV = EDV - ESV). Il est un bon indicateur
du débit cardiaque. Pour le ventricule gauche, les valeurs sont autour de 103±21mL
pour les hommes, contre 83 ± 16mL pour les femmes. Pour le ventricule droit, le
volume d’éjection se situe autour de 95± 26mL pour les hommes contre 74± 18mL
pour les femmes (Kawel-Boehm et al. 2020).
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La fraction d’éjection

La fraction d’éjection représente le pourcentage du sang présent dans une cavité
qui est éjecté à chaque battement. Pour les ventricules, la fraction d’éjection est une
mesure de l’efficacité du pompage du sang vers le système circulatoire (ventricule
gauche) et vers les poumons (ventricule droit). En particulier, elle est un bon in-
dicateur de l’insuffisance cardiaque (réduction de la quantité de sang pompé vers
les organes). Elle se calcule comme le rapport du volume d’éjection sur le volume
du ventricule en télé-diastole (EF = SV/EDV). Pour le ventricule gauche, la frac-
tion d’éjection se situe autour de 64± 8% pour les hommes contre 66± 7% pour les
femmes. Pour le ventricule droit ces valeurs sont autour de 57±8% pour les hommes
et 60± 7% pour les femmes (Kawel-Boehm et al. 2020).

La masse du myocarde

La masse du myocarde est estimée en multipliant le volume du myocarde (en
mL) par la densité de celui-ci (estimée à 1.053g/ml (Vinnakota et Bassingthwaighte
2004)). La masse du myocarde donne des informations importantes pour détecter,
entre autres, la cardiomyopathie hypertrophique. La masse du myocarde se situe
autour de 121 ± 28g pour les hommes et 83 ± 21g pour les femmes (Kawel-Boehm
et al. 2020).

La déformation myocardique

La déformation du myocarde (ou strain) mesure la variation en épaisseur (strain
radial), en circonférence ou en longueur du myocarde au cours du cycle cardiaque.
Pour les images petit-axe, seules les déformations radiales et circonférentielles sont
accessibles. Cette déformation est calculée à chaque instant t du cycle cardiaque par

ϵt =
Lt − L0

L0

(2.2)

où L est la mesure (circonférence, longueur, épaisseur), et t0 un instant de réfé-
rence (généralement la télé-diastole). Une fois le strain calculé sur l’ensemble de
la séquence, on obtient des courbes de strain dont des exemples sont présentés Fi-
gure 2.10.

La déformation donne des informations utiles pour diagnostiquer les ischémies,
les infarctus du myocarde ou les blocs de branche car ces conditions se manifestent
par une altération de la force de contraction du myocarde et donc sa déformation
notamment en télé-systole. Les pourcentages de déformation globale radiale et cir-
conférentielle du myocarde en télé-systole par rapport à la première phase du cycle
cardiaque se situent entre 50 et 70% et entre 15 et 25% respectivement (Marwick
2006 ; Sun, Popović et al. 2004).
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(a) (b)

Figure 2.10 – (a) Courbe de strain global radial. (b) Courbe de strain global
circonférentiel. Les pics systoliques et diastoliques sont indiqués sur les figures.
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2.2 L’apprentissage profond

Les algorithmes d’apprentissage profond (Deep Learning, DL) forment une sous-
catégorie au sein de l’ensemble plus large des algorithmes d’apprentissage machine
(Machine Learning, ML). De ce fait, ils partagent de nombreuses caractéristiques
avec ces derniers. En particulier, les algorithmes de DL, tout comme les algorithmes
de ML, ont pour but de minimiser une fonction objectif ou fonction de coût préa-
lablement déterminée pour mener à bien une tâche donnée. Pour ce faire ces deux
types d’algorithmes reposent sur l’utilisation d’une grande quantité de données. Ces
données sont séparées en deux groupes utilisés séparément pour entrainer et tester
l’algorithme. Aucune donnée présente dans le groupe de test n’est présente dans le
groupe d’entrainement. De cette façon les performances de l’algorithme sur le groupe
de test révèlent sa capacité à généraliser ce qui a été appris durant l’entrainement
à de nouvelles données. Une différence importante de l’apprentissage profond par
rapport aux autres méthodes d’apprentissage machine repose sur l’utilisation d’un
réseau de neurones pour traiter les données et minimiser la fonction de coût.

2.2.1 Les réseaux de neurones

Principe et entrainement

Les réseaux de neurones artificiels, qui s’inspirent du fonctionnement des neu-
rones biologiques, permettent d’approximer des fonctions non-linéaires contenant de
nombreux paramètres.
Un réseau de neurones est constitué d’une succession de couches de neurones où
chaque neurone d’une couche est lié aux neurones des couches précédente et sui-
vante par des arêtes pondérées par des poids. Les arêtes jouent le rôle des synapses
dans le cerveau humain et les poids déterminent l’intensité du flux d’information
entre deux neurones. Le réseau forme ainsi un graphe plus ou moins profond en
fonction du nombre de couches. Chaque couche d’un réseau de neurones peut être
vue comme une fonction prenant en entrée la sortie de la couche précédente et gé-
nérant elle-même une sortie utilisée par la couche suivante.
Le réseau extraie de l’information à partir des données qui lui sont passées en entrée
et propage cette information à travers les neurones vers la sortie du réseau pour ob-
tenir la prédiction ("forward propagation" en anglais). Chaque neurone reçoit ainsi
un signal de la couche précédente, traite ce signal et transmet ce signal traité à la
couche suivante. Pour déterminer la quantité d’information transmise par le neurone
oj, on a recours à une fonction non-linéaire dite " fonction d’activation", différen-
tiable, notée f . Celle-ci est appliquée à l’activation aj du neurone, définie comme la
somme pondérée des valeurs des k neurones de la couche précédente :

oj = f(aj) = f

(︄
n∑︂

k=1

wkjok + b

)︄
(2.3)

avec ok la sortie du k ème neurone de la couche précédente, n le nombre de neurones
dans la couche précédente, wkj le poids reliant ok et oj et b le biais. En notant xk les
données fournies au neurone k de la couche d’entrée du réseau, on peut remplacer
ok par xk dans l’équation ci-dessus lorsque oj est situé dans la première couche du
réseau après la couche d’entrée.
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Dans le cadre de cette thèse, la fonction d’activation Gaussian Error Linear Unit
(GELU) (Hendrycks et Gimpel 2023) est utilisée pour tous les travaux. Etant donnée
la fonction de répartition de la loi normale notée Φ(x) = P (X ≤ x), GELU est définie
de la façon suivante :

GELU(x) = xΦ(x) = x · 1
2

(︃
1 + erf

(︃
x√
2

)︃)︃
(2.4)

avec erf la fonction d’erreur telle que erf(z) = 2Φ
(︁
z
√
2
)︁
− 1. Contrairement à la

fonction d’activation RELU, (Fukushima 1975), GELU permet d’avoir des gradients
négatifs pour x < 0, évitant ainsi le problème du "dying-RELU" (Lu, Shin et al.
2020 ; Arnekvist et al. 2020) où des neurones tombant dans la partie négative de
RELU produisent systématiquement un signal nul. Une fois que ces neurones n’ont
plus d’activation, il est difficile de les réactiver au cours de l’entrainement, rendant
ces neurones inutiles. Par ailleurs, comme GELU n’est pas strictement monotone
pour x > 0, des fonctions plus complexes peuvent être approximées (Hendrycks et
Gimpel 2023). Enfin, contrairement à la fonction d’activation leaky-RELU (Maas
2013) qui rééchelonne les valeurs négatives de façon linéaire, GELU est bornée ce qui
permet d’éviter que les valeurs d’entrées fortement négatives influencent négative-
ment la valeur de sortie. Une représentation graphique des fonctions GELU, RELU
et leaky-RELU est disponible Figure 2.11.

Figure 2.11 – RELU, GELU et leaky-RELU (α = 0.1).

L’utilisation d’un réseau de neurones s’effectue en deux temps. La première étape
permet d’entrainer le réseau en ajustant ses poids afin de minimiser une fonction de
coût. La seconde étape correspond à la phase de test durant laquelle les poids du
réseau sont gelés et le réseau est utilisé pour faire des prédictions sur de nouvelles
données non présentes durant l’entrainement. L’intérêt des réseaux de neurones ré-
side dans leur capacité à généraliser ce qui a été appris à de nouvelles données
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durant la phase de test. Généralement, les données à disposition sont séparées en
deux groupes, un groupe pour l’entrainement (qui peut être lui-même divisé en base
d’entrainement et base de validation) et l’autre pour la phase de test.

Durant la phase d’entrainement, le réseau prend en entrée une partie des données,
effectue une prédiction à partir de celles-ci et met à jour les poids (rétropropaga-
tion) de manière à minimiser la fonction de coût. Cela constitue une itération. Une
epoch est composée des itérations nécessaires au parcours de toutes les données de
la base. Le nombre d’epochs ainsi que le nombre d’itérations par epoch durant un
entrainement sont des hyperparamètres qui doivent être définis au préalable.

Durant la phase de test, les poids du réseau sont gelés et on effectue uniquement
une prédiction pour toutes les données de test. Un algorithme obtenant de bonnes
performances sur le jeu de données d’entrainement ne sera pas nécessairement bon
sur le jeu de données de test. Il se peut en effet que les fonctions de coût aient été
mal choisies ou que le choix des hyperparamètres favorise de bonnes performances en
entrainement et non en test. La différence entre les performances obtenues durant
l’entrainement et la phase de test résulte souvent d’un sur-apprentissage (overfit-
ting). Lorsque l’algorithme sur-apprend, les caractéristiques les plus intéressantes des
données n’ont pas été comprises et l’algorithme s’est concentré sur le bruit contenu
dans les données d’entrainement. Le modèle a appris "par coeur" sans réellement
comprendre la relation entre les données d’entrée et la prédiction. Par conséquent,
l’algorithme n’est pas capable de généraliser ce qui a été appris à d’autres données
non présentes lors de l’entrainement. Le sur-apprentissage est souvent la conséquence
de modèles trop complexes, possédant de trop nombreux paramètres. De ce fait, il
est souvent utile d’utiliser des modèles ayant moins de paramètres pour réduire la
différence de performance entre les phases d’entrainement et de test. Il est également
possible d’avoir recours au concept de "weight decay", aussi appelé régularisation L2
qui consiste à ajouter une pénalité à la fonction de coût. Cette pénalité correspond
à la norme euclidienne des poids du réseau pondérée par un hyperparamètre α :

C(y, p) = C̃(y, p) + α∥w∥2 = C̃(y, p) + α

√︄∑︂
i

w2
i (2.5)

avec C̃(y, p) la fonction de coût définie pour résoudre la tâche, prenant en entrée
la vérité terrain y et la prédiction p et w les poids du réseau. De cette façon, on
cherche à minimiser également la valeur des poids du réseau. En effet, des poids
élevés conduisent à des frontières de décision complexes qui correspondent bien aux
données d’entrainement mais entrainent souvent une faible capacité à généraliser ce
qui a été appris. Une autre manière de limiter la différence de performance entre
les données d’entrainement et de test consiste à entrainer le modèle sur un jeu de
données plus large. L’obtention de nouvelles données pouvant être complexe, il est
possible de générer artificiellement celles-ci en appliquant des transformations aléa-
toires aux données existantes (on parle d’augmentation de données (Ying 2019)).
Généralement, une partie des données d’entrainement n’est pas traitée par le réseau
durant chaque epoch. Ces données, dites de validation, permettent de mesurer les
performances de l’algorithme de façon répétée après un certain nombre d’epochs
durant l’entrainement. Ces données de validation sont également utiles pour éviter
le sur-apprentissage. Il est en effet possible d’arrêter l’entrainement au moment où
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l’erreur sur les données de validation commence à augmenter ou lorsque cette er-
reur augmente pendant plusieurs epochs d’affilée ; on parle d’early stopping (Wu et
Shapiro 2006 ; Caruana, Lawrence et Giles 2000). Enfin, la capacité de généralisa-
tion du réseau peut être améliorée avec du drop-out qui consiste à ignorer certains
neurones durant l’entrainement. Ainsi, à chaque itération, une proportion des neu-
rones est masquée de façon aléatoire. De cette façon, le réseau se focalise moins sur
des neurones spécifiques, l’obligeant à apprendre des caractéristiques plus robustes.
En ignorant certains neurones, le réseau apprend à optimiser un réseau différent
à chaque itération de la même manière que les méthodes d’ensemble, ce qui tend
à améliorer la capacité de généralisation (Hinton et al. 2012). Un des intérêts du
drop-out est qu’il peut être appliqué sur certaines couches du réseau de façon lo-
calisée, sans être appliqué à toutes les couches. De cette façon, on peut réduire la
dépendance du réseau à certains "chemins" pour en privilégier d’autres (Seong, Oh
et al. 2021).

On distingue généralement l’apprentissage supervisé de l’apprentissage non su-
pervisé. Dans le cadre de l’apprentissage supervisé, la fonction de coût pénalise
les prédictions qui s’écartent d’une "vérité de terrain" préalablement définie. Par
exemple, dans le cadre de la segmentation d’images, la valeur de la fonction de coût
est d’autant plus importante que la prédiction est éloignée de la segmentation préa-
lablement établie. À l’inverse, l’apprentissage non supervisé n’utilise pas de vérité
de terrain pour guider l’apprentissage du réseau. Lorsque l’algorithme comprend à
la fois des fonctions de coût supervisées et non supervisées, on parle d’entrainement
semi-supervisé.

Propagation vers l’avant et rétro propagation du gradient

Figure 2.12 – Zoom sur un réseau pour la mise à jour du poids wij

Dans le cadre de l’apprentissage supervisé, et prenant l’exemple simple d’un
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perceptron multi-couches (Multi Layer Perceptron MLP), on peut réécrire la fonction
de coût C(y, p), notée C par la suite par simplification, de la façon suivante :

C = C(y, p) = C(y, fL(WLfL−1(WL−1 · · · f 2(W 2f 1(W 1x)) · · · ))) (2.6)

avec x les données d’entrées, W l la matrice des poids entre les couches l − 1 et l et
f l la fonction d’activation pour la couche l.

Pour chaque itération, une fois la prédiction p obtenue et la valeur de la fonction
de coût calculée, les poids du réseau sont ajustés en commençant par les neurones
les plus proches de la sortie et en remontant vers ceux les plus proches de l’entrée,
c’est la rétro propagation du gradient ("backpropagation" en anglais). Elle consiste
à calculer le gradient de la fonction de coût par rapport aux poids du réseau pour
mettre à jour ces poids. Pour un poids wij quelconque (voir Figure 2.12), situé avant
la dernière couche du réseau, on utilise le théorème de dérivation des fonctions
composées pour obtenir le gradient de la fonction de coût :

∂C

∂wij

=
∂C

∂oj

∂oj
∂wij

=
∂C

∂oj

∂oj
∂aj

∂aj
∂wij

(2.7)

aj représente l’activation du neurone j et oj sa sortie. On a donc :

∂aj
∂wij

=
∂

∂wij

(︄
n∑︂

k=1

wkjok

)︄
=

∂

∂wij

(wijoi) = oi. (2.8)

En nommant L = u, v, . . . , w l’ensemble des neurones recevant oj comme entrée
comme dans la figure 2.12, on peut à nouveau utiliser le théorème de dérivation des
fonctions composées pour calculer ∂C

∂oj
de façon récursive :

∂C

∂oj
=
∑︂
ℓ∈L

(︃
∂C

∂aℓ
∂aℓ
∂oj

)︃
=
∑︂
ℓ∈L

(︃
∂C

∂oℓ

∂oℓ
∂aℓ

∂aℓ
∂oj

)︃
=
∑︂
ℓ∈L

(︃
∂C

∂oℓ

∂oℓ
∂aℓ

wjℓ

)︃
(2.9)

On peut donc à présent réécrire l’équation 2.7 de la façon suivante :

∂C

∂wij

= oiδj (2.10)

avec :

δj =
∂C

∂oj

∂oj
∂aj

=

(︄∑︂
ℓ∈L

wjℓδℓ

)︄
∂oj
∂aj

=

(︄∑︂
ℓ∈L

wjℓδℓ

)︄
df(aj)
daj

(2.11)

Nous avons ici calculé la dérivée de l’erreur par rapport au poids wij. Après chaque
itération ce calcul est effectué pour tous les poids du réseau afin d’obtenir le gradient
de la fonction de coût par rapport aux poids du réseau noté ∇C(W). Ce gradient
indique à quel point chaque poids du réseau doit être modifié de façon à minimiser
C. Dans sa forme la plus simple, pour l’itération t, les poids du réseau sont mis à
jour par descente de gradient :

Wt+1 = Wt − γ∇C(Wt) (2.12)

où γ est le pas d’apprentissage. Les poids du réseau sont donc modifiés en allant
dans la direction opposée du gradient puisque le gradient indique la direction de plus
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forte pente. Si C est convexe et lipschitzienne, l’algorithme de descente de gradient
garantit la convergence vers un minimum global. Dans la pratique, les fonctions de
coût utilisées dans les algorithmes d’apprentissage profond sont rarement convexes
et présentent de nombreux minimums locaux et points selles. Cela est lié au grand
nombre de paramètres des fonctions que l’on cherche à approximer. Par conséquent,
on utilise la descente de gradient pour trouver un minimum local qui permette à
l’algorithme de bien généraliser à de nouvelles données. Il a été montré que ces mini-
mums correspondent à des "régions plates" ou "vallées plates", par opposition aux
"ravins pentus" (sharp ravine) qui donnent des modèles avec de mauvaises perfor-
mances de généralisation (Hochreiter et Schmidhuber 1997 ; Hochreiter et Schmid-
huber 1994 ; Keskar, Mudigere et al. 2017).

Théoriquement, l’algorithme de descente du gradient (GD) calcule ∇C(W) à
partir de l’ensemble des données du jeu de données, c’est-à-dire qu’on utilise toutes
les données du jeu de données pour chaque itération. En pratique, calculer le gra-
dient en utilisant toutes les données est très couteux en termes de calcul et favorise la
convergence vers un minimum local. Par conséquent, on utilise plutôt des variantes
de la descente de gradient qui utilisent un ou plusieurs échantillons pour calculer
le gradient. Selon que l’on utilise un seul ou plusieurs échantillons on parlera d’al-
gorithme de descente de gradient stochastique (SGD) ou d’algorithme de descente
de gradient par "mini-batch". Le batch représente un groupe de données passé en
entrée du réseau à chaque itération. L’utilisation d’un "batch" de données plutôt
qu’un seul échantillon permet d’obtenir une descente de gradient plus régulière et
moins erratique qu’avec un seul échantillon car le gradient est moyenné sur plusieurs
échantillons.

Le pas d’apprentissage

Dans l’algorithme de descente de gradient, il est difficile de choisir le pas d’ap-
prentissage γ de façon optimale. S’il est trop faible, l’algorithme n’aura pas le temps
de converger. S’il est trop élevé, il risque de diverger. Pour éviter cette divergence,
une solution consiste à diminuer progressivement le pas d’apprentissage au fur et
à mesure que l’entrainement progresse. Le pas d’apprentissage est alors une fonc-
tion décroissante du nombre d’itérations. En général, le pas d’apprentissage suit un
rythme de décroissance linéaire, exponentiel, polynomial ou cosinus (Loshchilov et
Hutter 2017). Il peut également être utile de partir d’un faible pas d’apprentissage
et, avant de commencer sa décroissance, de l’augmenter progressivement durant les
premières itérations ou epochs de l’entrainement afin d’atteindre une valeur plafond.
On parle d’échauffement ("warm up"). Cela est fait afin d’éviter que les performances
du réseau soient trop dépendantes des données traitées au tout début de l’entraine-
ment où le pas d’apprentissage est le plus élevé. En effet, si les premières données
sont trop complexes ou non représentatives du reste des données, le gradient peut
descendre vers une direction non optimale. Récemment, des travaux (Smith 2017 ;
Smith et Topin 2018) ont mis en avant que faire varier le pas d’apprentissage de
façon cyclique peut mener à de meilleures performances. Ces méthodes font varier le
pas d’apprentissage entre une valeur plancher et plafond de façon régulière au cours
de l’entrainement, on parle de cycles. Cela a pour principal intérêt de permettre de
sortir des points selles, très nombreux, et pour lesquels le gradient s’annule (points
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critiques comme les minimums locaux et globaux). Dans ces régions le processus
d’optimisation est lent car le gradient est faible. En augmentant le pas d’appren-
tissage, on peut éviter ou sortir de ces régions plus facilement. Des variantes de
l’algorithme de descente de gradient stochastique sont souvent employées dont l’op-
timiseur Adam (Kingma et Ba 2017). L’efficacité d’Adam tient dans sa capacité à
ajuster la mise à jour des poids au cours de l’entrainement de manière individuelle
pour chaque paramètre du réseau. Cela permet aux paramètres d’être modifiés en
fonction du "paysage" de la fonction de coût. Pour les zones avec une pente qui
change de façon erratique, l’algorithme fera des pas plus petits. Les pas seront plus
grands lorsque la pente est plus prévisible et change de façon moins chaotique. Ma-
thématiquement, Adam calcule une moyenne mobile exponentielle du premier et du
second moment du gradient mt et vt respectivement avec t l’index de l’itération
courante :

mt+1 = β1mt + (1− β1)∇C(Wt)

vt+1 = β2vt + (1− β2) (∇C(Wt))
2 (2.13)

avec β1 et β2 des constantes de lissage déterminant à quel point on tient compte des
gradients passés pour mettre à jour les poids. mt et vt permettent de tenir compte
respectivement de l’inclinaison et de la vitesse de changement de la pente de la
fonction de coût. Comme m et v sont initialisés à 0, Adam applique une correction
à ces deux valeurs pour tenir compte d’un biais vers 0 au début de l’entrainement
afin d’obtenir m̂ et v̂ :

m̂ =
mt+1

1− βt
1

v̂ =
vt+1

1− βt
2

(2.14)

A mesure que t augmente, les dénominateurs 1−βt
1 et 1−βt

2 tendent vers 1 (β1 < 1
et β2 < 1), ce qui réduit la correction appliquée. Cette correction a donc surtout
de l’importance au début de l’entrainement. Les poids du réseau sont ensuite mis à
jour avec les valeurs corrigées m̂ et v̂ :

Wt+1 = Wt − η
m̂√
v̂ + ϵ

(2.15)

avec ϵ une valeur permettant d’éviter une division par zéro (souvent fixée à 10−8).
Bien que l’optimiseur Adam soit très populaire, il a été montré que, lorsque le pas
d’apprentissage est bien choisi, l’optimiseur SGD peut donner de meilleures per-
formances. Cela est lié à la modification non-uniforme du gradient qui, bien que
permettant une convergence rapide dans les premières itérations de l’entrainement,
peut entrainer de moins bons résultats de généralisation sur le jeu de données de
test (Keskar et Socher 2017 ; Wilson et al. 2017 ; Zhang, Ma et al. 2018). La dif-
ficulté d’Adam à généraliser à de nouvelles données est aussi liée à une mauvaise
gestion de la régularisation L2, aussi appelée "weight decay". De ce fait, Loshchilov
et Hutter 2019 ont introduit une variante de Adam nommée AdamW qui modifie
l’implémentation du weight decay :

Wt+1 = Wt − η(
m̂√
v̂ + ϵ

+ wWt) (2.16)
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La normalisation des données

Il est d’usage de normaliser les données en entrée du réseau. On distingue la
normalisation de la standardisation selon que l’on normalise les données entre 0 et
1 ou si l’on s’assure que les données sont centrées et réduites respectivement. Cela
permet au gradient d’être plus stable durant l’entrainement car les caractéristiques
d’entrée ont la même échelle. Dans le cas contraire le réseau serait trop sensible aux
outliers ayant une valeur en entrée trop haute.
Au-delà de la normalisation des données d’entrées, il est important que les carac-
téristiques soient normalisées avant chaque couche du réseau. En effet, du fait de
l’initialisation aléatoire des poids du réseau et de la variabilité dans les données d’en-
trées, la distribution des caractéristiques avant chaque couche n’est pas stable avec
une moyenne et une variance qui varient, on parle "d’internal covariance shift". Pour
cette raison, Ioffe et Szegedy 2015 ont introduit la batch-normalisation qui vise à ob-
tenir des caractéristiques ayant une distribution standardisée avant chaque couche
du réseau. La batch-normalisation rendrait le réseau moins sensible au choix des
hyperparamètres et permettrait une meilleure capacité de généralisation. Contraire-
ment aux données d’entrées qui peuvent être standardisées en utilisant la moyenne et
l’écart type de l’ensemble du jeu de données d’entrainement, on utilise ici la moyenne
et l’écart type du batch et standardise ensuite chaque dimension d de l’entrée d’une
couche de neurones x = (x(1), . . . , x(d)). On peut alors calculer le résultat y

(d)
i de la

batch-normalisation pour une dimension k :

y
(d)
i = γ(d)x̂

(d)
i + β(d) (2.17)

avec x̂
(d)
i le vecteur standardisé, γ(d) et β(d) des paramètres appris par le réseau.

Durant l’entrainement, la batch-normalisation calcule et met progressivement
à jour une approximation de la moyenne et de la variance de l’ensemble du jeu
de données à l’aide d’une moyenne mobile exponentielle. Ces moyenne et variance
sont utilisées en inférence pour standardiser les caractéristiques. De cette manière
la standardisation ne dépend plus de la taille du batch en inférence. Bien que la
batch-normalisation ait été introduite pour lutter contre l’internal covariance shift,
il n’est pour l’instant pas établi clairement pourquoi elle donne de si bons résultats.
En particulier Santurkar et al. 2018 ont montré que la batch-normalisation n’avait
pas d’effet sur l’internal covariance shift mais qu’elle permettrait plutôt d’avoir un
"paysage" de la fonction de coût plus régulier. De plus, la meilleure capacité de gé-
néralisation du réseau serait liée à une minimisation de la fonction de coût vers des
minimums locaux plats (Hochreiter et Schmidhuber 1997 ; Keskar, Mudigere et al.
2017).
Il existe d’autres méthodes permettant de standardiser les caractéristiques au sein
du réseau. Nous présentons ici uniquement les principales techniques de normalisa-
tion. Étant donnée une carte de caractéristiques de taille (N, C, H, W) où N est
la taille du batch, C le nombre de caractéristiques, H et W les hauteur et largeur
de la carte de caractéristiques, la batch-normalisation normalise séparément chaque
caractéristique. La normalisation est donc effectuée selon N, H et W. La "layer nor-
malisation" (Ba, Kiros et Hinton 2016) normalise toutes les caractéristiques avec
les mêmes constantes µ et σ (normalisation selon C, H, et W). L’instance nor-
malisation (Ulyanov, Vedaldi et Lempitsky 2017) standardise séparément chaque
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caractéristique et chaque élément du batch (normalisation selon H et W). Enfin, la
Group normalisation (Wu et He 2018) divise le nombre de caractéristiques C en g
groupes et calcule µ et σ indépendamment pour chaque groupe (normalisation selon
H, W et C/g). La Figure 2.13 présente ces différentes techniques de normalisation
de façon schématique.
La batch-normalisation conduit généralement à de meilleurs résultats que les autres
méthodes lorsque la taille du batch est suffisante. En revanche lorsque la taille du
batch est limitée à 1, la batch-normalisation ne fonctionne plus.

Figure 2.13 – Représentation schématique des dimensions à partir desquelles sont
calculés µ et σ pour les différentes méthodes de normalisation (Wu et He 2018).

2.2.2 Convolutional Neural Network (CNN)

Les réseaux de neurones convolutionnels (CNN) incluent dans leur architecture
une ou plusieurs couches de convolution. Chaque couche prend en entrée une carte
de caractéristiques (tenseur), et produit une autre carte de caractéristiques. Pour la
première couche de convolution, la carte de caractéristiques d’entrée est constituée
de l’image originale à traiter de profondeur 1 (image en niveau de gris) ou 3 (image
couleur). Les couches de convolution appliquent un nombre N de filtres pouvant
varier d’une couche à l’autre (32, 64, 128, etc...), produisant des nouvelles cartes de
caractéristiques de profondeur N. Plus le nombre de filtres est important et plus le
réseau sera capable d’approximer des fonctions complexes. Par contre, il aura aussi
plus de paramètres à estimer et pourra conduire à du sur-apprentissage ou sous-
apprentissage (si le nombre d’itérations n’est pas suffisant).
Les couches de convolution réalisent la convolution de la carte d’entrée par un filtre
ayant une taille fixe, généralement bien plus petite que la taille de la carte de ca-
ractéristiques. Le filtre glisse le long de la hauteur et de la largeur (dans le cas du
2D) de la carte de caractéristiques d’entrée et effectue la somme des produits terme
à terme entre ses valeurs et celles de la carte de caractéristiques (un bais est éga-
lement ajouté à cette opération). Pour un signal 2D discret tel que les images, la
convolution se définit donc de la façon suivante :

Fout(i, j) = (I ∗K)(i, j) =
k−1∑︂
m=0

k−1∑︂
n=0

Fin(i+m, j + n)K(m,n) (2.18)

où K est un filtre de taille k×k, Fout est la carte de caractéristiques de sortie et Fin

est la carte de caractéristiques d’entrée sur laquelle on effectue la convolution pour
le pixel de coordonnée i, j. Les coefficients du filtre constituent les poids du réseau
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à apprendre. On nomme champ réceptif (receptive field) la taille de la fenêtre 2D
d’une carte de caractéristiques d’entrée ayant permis de produire une seule valeur de
la carte de sortie. Ce champ réceptif est nécessairement local du fait du fonctionne-
ment des convolutions et croit en proportion du nombre de couches de convolution
dans le CNN. Ainsi, plus le nombre de couches de convolution est important et plus
le champ réceptif sera large, donnant accès à un contexte spatial plus large. Par
conséquent, les premières couches de convolution d’un CNN ont généralement accès
à un contexte restreint et permettent d’extraire de l’information sémantiquement
pauvre comme les contours des objets. À l’inverse, les couches de convolution si-
tuées près de la sortie du réseau ont accès à de l’information sémantique plus riche,
i.e une représentation plus abstraite et complexe de l’image initiale. Un exemple
schématique de champ réceptif se trouve Figure 2.14. Chaque couche de convolution
fait croitre le champ réceptif de façon linéaire (si tous les filtres ont la même di-
mension). Plutôt que d’empiler les couches de convolution pour augmenter le champ
réceptif, il est possible d’utiliser des filtres de plus grande taille. Néanmoins, cette
dernière approche nécessite davantage de poids à apprendre pour aboutir au même
champ réceptif puisqu’une seule convolution avec une fenêtre de taille 5 par 5 re-
quiert 25 poids (sans le biais), contre 18 pour deux fenêtres successives de taille 3*3.
Une solution permettant d’accroitre le champ réceptif sans augmenter le nombre
de paramètres à apprendre est d’utiliser des convolutions dilatées (avec des "trous"
dans la fenêtre de convolution). Cela permet de faire croitre le champ réceptif de
façon exponentielle (Kalchbrenner et al. 2017 ; Luo, Li et al. 2016 ; Kuo 2016 ; Yu et
Koltun 2016). Les opérations de pooling qui permettent de sous-échantillonner les
cartes de caractéristiques font croitre le champ réceptif de façon multiplicative.

Figure 2.14 – Le champ réceptif des couches de convolution.
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Dans une couche de convolution, les poids du filtre (paramètres à apprendre)
sont partagés pour toutes les positions spatiales. Les CNN traitent donc les images
de façon locale. Cela a trois conséquences importantes :

• Les convolutions sont mieux adaptées au traitement des images que les couches
entièrement connectées car elles reposent sur un nombre de poids beaucoup
plus faible. Pour une image de taille 100 par 100 pixels, une couche entiè-
rement connectée est composée de 10000 poids par neurone de sortie contre
seulement 25 pour une convolution avec un filtre de taille 5 par 5. En pratique,
le traitement des images avec des couches entièrement connectées est très
difficile, ce qui a rendu l’emploi des CNN très populaires. L’utilisation d’un
nombre réduit de paramètres permet aussi d’éviter les problèmes "d’évanouis-
sement ou d’explosion du gradient" liés à la rétropropagation (Venkatesan et
Li 2017 ; Balas, Kumar et Srivastava 2019).

• Les poids des filtres de convolution sont indépendants de la position (pixel)
dans l’image. Cela différencie les convolutions des mécanismes d’attention,
évoqués plus bas, dont les poids d’attention dépendent de la zone de l’image
(Dai, Liu et al. 2021 ; Zeiler et Fergus 2014 ; Vaswani et al. 2017).

• Puisque le filtre glisse le long de la carte de caractéristiques d’entrée, les
convolutions sont invariantes à la position des objets dans l’image et sont
donc capables de reconnaitre des objets quelle que soit leur position, on parle
de "Translation Equivariance" (Dai, Liu et al. 2021 ; Zhang, Tanida et al.
1988 ; Zhang, Itoh et al. 1990).

2.2.3 Transformers

L’architecture transformer a été introduite par Vaswani et al. 2017 initialement
pour le traitement du langage naturel et donc, pour traiter des données séquen-
tielles représentées comme une suite de "tokens". Les transformers reposent sur des
mécanismes d’attention permettant de pondérer ces tokens de façon différente en
fonction de leur importance. Ces mécanismes d’attention sont présentés plus loin
dans le chapitre. Un transformer est composé d’un encodeur et d’un décodeur. L’en-
codeur est constitué d’une couche de "self-attention" suivie d’un MLP. Le décodeur
a une structure similaire mais contient également une couche de "cross-attention"
entre la "self-attention" et le MLP. Que ce soit pour l’encodeur ou le décodeur,
les MLP constituent l’essentiel des poids du modèle Transformer. Ces couches per-
mettent au réseau d’apprendre la relation entre les tokens en se basant sur la sortie
des couches d’attention situées juste avant. Une description de l’architecture Trans-
former se trouve Figure 2.15.
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Figure 2.15 – L’architecture transformer. À gauche l’encodeur, à droite le décodeur
(Vaswani et al. 2017).

Contrairement aux convolutions, les transformers classiques ne prennent pas en
compte l’ordre des éléments dans la séquence d’entrée. Par conséquent, Vaswani et
al. 2017 ajoutent une information de position à chaque token nommée "positional
encoding" et notée PE ∈ RC où C est la profondeur de la carte de caractéristiques.
Ces derniers prennent la forme de sinus pour les dimensions paires et de cosinus
pour les dimensions impaires :

PE(pos, 2i) = sin
(︂ pos

100002i/C

)︂
(2.19)

PE(pos, 2i+ 1) = cos
(︂ pos

10000(2i+1)/C

)︂
(2.20)

avec i ∈ [0; C
2
− 1] et pos la position du token dans la séquence. Du fait de la pé-

riodicité des fonctions sinus et cosinus, il est possible d’obtenir les mêmes valeurs
pour des positions pos différentes dans la séquence pour une dimension donnée i.
Cependant, en faisant varier la fréquence le long de la dimension C, on s’assure
que l’information de position est unique pour chaque token (la fréquence dépend
de pos et de i). Dans l’architecture de Vaswani et al. 2017, les positional encodings
sont passés uniquement à l’entrée du réseau avant l’encodeur et le décodeur. Il est
également possible de les passer avant chaque couche d’attention comme cela a été
proposé par Carion et al. 2020.

Les mécanismes d’attention i.e. self et cross attention constituent le cœur de
l’architecture transformer. Les self et cross attention effectuent les mêmes calculs,
seule l’entrée de ces couches varie. Ces calculs sont effectués en parallèle pour plu-
sieurs "têtes" (head en anglais). Chaque tête permet au réseau de porter attention
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à une zone différente de la séquence d’entrée. Étant donné le nombre de têtes h, la
dimension d’une tête est d = C

h
. Considérons maintenant une séquence X ∈ RN×C

de N tokens de dimension C. Pour chaque tête, la couche de self-attention effectue
d’abord 3 projections linéaires à l’aide des matrices WQ

i ∈ RC×d, WK
i ∈ RC×d et

W V
i ∈ RC×d de façon à obtenir la query, la key et la value respectivement notées Qi,

Ki et Vi ∈ RN×d avec i ∈ [1;h] l’indice de la tête :

Qi = XWQ
i Ki = XWK

i Vi = XW V
i (2.21)

Le mécanisme d’attention est effectué à l’aide de la méthode "scaled dot product".
La similarité Simi entre la query et la key pour une tête i est d’abord obtenue en
calculant la distance cosinus entre chaque token de la query et de la key, normalisée
par

√
d :

Simi =
QiK

T
i√
d

(2.22)

Puis, la fonction softmax est appliquée selon la dimension de la séquence N de
manière à avoir des probabilités dont la somme vaut 1. Le produit scalaire entre la
sortie de la fonction softmax et la value permet alors d’obtenir le résultat final de
la self-attention pour une seule tête :

Attention(Qi, Ki, Vi) = softmax (Simi)Vi (2.23)

avec
softmax(xk) =

exk∑︁N
j=1 e

xj

(2.24)

Le mécanisme d’attention calcule donc la correspondance entre Q et K et se sert de
ces poids pour rééchelonner les valeurs de V. Le calcul de l’équation 2.23 est effectué
en parallèle pour chaque tête. Le résultat de chacune de ces têtes est concaténé puis
fusionné à l’aide de la matrice de projection WO :

MultiHead(Q,K, V ) = Concat(head1, ..., headh) ·WO (2.25)

où headi = Attention(Qi, Ki, Vi).
La cross-attention que l’on trouve dans le décodeur fonctionne de la même façon que
la self-attention à la différence près que la key et la value sont calculés à partir d’une
séquence différente de celle utilisée pour obtenir la query. Pour la cross-attention,
on peut donc réécrire l’équation 2.21 de la manière suivante :

Qi = X1W
Q
i Ki = X2W

K
i Vi = X2W

V
i (2.26)

avec X1 ∈ RN1×C la séquence utilisée pour obtenir la query et X2 ∈ RN2×C la
séquence à partir de laquelle sont calculées la key et la value. On n’a pas néces-
sairement N1 = N2, c’est-à-dire que la séquence utilisée pour la query et la key
n’ont pas forcément la même longueur. Dans le cadre de l’architecture présentée
par Vaswani et al. 2017, X2 correspond à la séquence de sortie de l’encodeur tandis
que X1 représente la séquence issue de la couche précédente du décodeur. Après
chaque MLP et chaque couche d’attention, la séquence est normalisée à l’aide de la
layer normalisation (Ba, Kiros et Hinton 2016) et une connexion résiduelle permet
d’ajouter l’entrée de la couche à la sortie. Ces connexions sont similaires à ce qui a
été introduit dans Resnet (He, Zhang et al. 2015) et permettent d’éviter d’avoir des
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gradients trop petits lors de la backpropagation. Cela permet d’avoir des architec-
tures transformer très profondes, i.e. contenant de nombreuses couches.

Par défaut, les transformers ne peuvent pas déduire la position relative ou ab-
solue des tokens dans la séquence. Par conséquent, et comme expliqué plus haut,
on ajoute des positional encodings sinusoïdaux ou appris pour leur permettre de
comprendre la position absolue des tokens. De nombreuses recherches ont également
portées sur l’introduction, au sein des architectures transformer, d’informations de
position relative entre les tokens (Relative Positional Encoding (RPE)). Puisque
les convolutions sont capables d’extraire cette information à partir de leur fenêtre
glissante (cf. section 2.2.2), elles ont été introduites au sein des architectures trans-
former pour faciliter la convergence (Bello et al. 2020 ; Chu et al. 2023 ; Wu, Xiao
et al. 2021 ; Xiao et al. 2021). D’autres recherches préfèrent stocker l’information de
position relative au sein d’une matrice de paramètres qui est indexée au moment du
calcul de l’attention. L’information de position relative ainsi récupérée est ajoutée
aux scores d’attention avant de rééchelonner la value. Dans ces derniers travaux,
l’équation 2.21 se réécrit :

Simi =
QiK

T
i + bi√
d

(2.27)

où bi est l’information de position relative entre tokens.
Certains travaux intègrent directement l’information de position relative au résultat
du calcul de similarité entre la query et la key. L’information de position relative est
donc indépendante de Q, K et V. On a donc :

bi = ri (2.28)

avec ri ∈ RN×N les poids récupérés au sein de la matrice de paramètres pour la tête
i. Ici chaque poids est un scalaire. Cela a l’avantage de ne pas trop peser sur les
ressources mémoire et d’être rapide à calculer (Dai, Liu et al. 2021 ; Liu, Lin et al.
2021 ; Raffel et al. 2020).
Pour renforcer l’expressivité de l’information de position relative, d’autres recherches
font dépendre les RPE d’une ou plusieurs composantes de l’attention. On effectue
alors le produit scalaire entre les RPE d’un côté et la query, key et/ou value de
l’autre avant d’ajouter le résultat au score d’attention (Shaw, Uszkoreit et Vaswani
2018 ; Ramachandran et al. 2019 ; Huang, Liang et al. 2020 ; Wu, Peng et al. 2021 ;
Dai, Yang et al. 2019 ; Wang, Zhu et al. 2020). Dans le cas où les RPE dépendent
de la query, on a :

bi = Qir
T
i (2.29)

avec ri ∈ RN×N×d. Ici chaque poids est un vecteur de dimension d. Il faut noter que
les RPE sont souvent partagés entre les têtes. On peut trouver Figure 2.16 la diffé-
rence entre positions relatives dépendantes ou indépendantes des tokens d’entrées.
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Figure 2.16 – Différence entre l’information de position relative indépendante
(gauche) ou dépendante (droite) des tokens (ici dépendante de Q) (image isue de
Wu, Peng et al. 2021).

Initialement pensés pour le NLP, les transformers ont connus un essor important
dans le domaine de la vision depuis les travaux de Dosovitskiy et al. 2021 qui ont
montré qu’en divisant une image en patchs de taille égale, un réseau n’utilisant pas de
couche de convolution obtient de meilleures performances que les CNN pour la clas-
sification d’images. Il est notamment montré qu’un des avantages des transformers
est que, contrairement aux CNN, les premières couches de réseau ont directement
accès à toutes les zones de l’image, i.e. leur champ réceptif correspond à l’image
entière. Les architectures transformer disposent donc d’un contexte plus large pour
analyser les images. Néanmoins, la complexité de la self-attention étant O(N2), avec
N la longueur de la séquence d’entrée, les architectures transformer sont assez peu
adaptées au traitement d’images. En effet, pour réduire la consommation mémoire il
est souvent préférable d’utiliser des couches transformer uniquement pour les résolu-
tions les plus faibles, limitant de fait l’intérêt de leur utilisation. Par conséquent, de
nombreux travaux ont porté sur la réduction de cette complexité algorithmique, par
exemple en effectuant l’attention dans une zone réduite de l’image (Liu, Lin et al.
2021 ; Wang, Zhu et al. 2020).
Plusieurs méthodes tirent parti du principe d’associativité des matrices pour réécrire
l’équation d’attention de façon à atteindre une complexité linéaire avec le nombre
de tokens (Katharopoulos et al. 2020 ; Munkhdalai, Faruqui et Gopal 2024 ; Zhuoran
et al. 2021 ; Han, Pan et al. 2023). Une fonction de normalisation ou d’activation ρ
est appliquée à la query et la key et le produit scalaire est effectué entre cette key
normalisée et la value plutôt qu’entre la query et la key. L’idée est d’approximer le
rôle de la fonction softmax généralement utilisée dans la self-attention à l’aide de
la fonction de normalisation. Le processus de self-attention se définit de la façon
suivante :

D(Q,K, V ) = ρ(QKT )V (2.30)

où ρ est la fonction softmax. Les articles précités réécrivent la self-attention de la
façon suivante :

E(Q,K, V ) = ρq(Q)(ρk(K)TV ) (2.31)

Pour bien comprendre pourquoi l’utilisation de ρq et ρk permet d’approximer la
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fonction softmax on peut se placer dans le cas où ρ est une fonction de mise à
l’échelle :

ρ(x) =
x√
N

ρq(x) = ρk(x) =
x√
N

On a alors :

D(Q,K, V ) =
QKT

N
V (2.32)

et

E(Q,K, V ) =
Q√
N

(︃
KT

√
N
V

)︃
(2.33)

En utilisant la propriété d’associativité du produit matriciel ainsi que de commuta-
tivité du produit par un scalaire, on obtient :

E(Q,K, V ) =
Q√
N

(︃
KT

√
N
V

)︃
=

1

N
Q(KTV )

=
1

N
(QKT )V

=
QKT

N
V = D(Q,K, V )

On voit donc qu’il y a égalité entre D(Q,K, V ) et E(Q,K, V ) lorsque ρ est une
fonction de mise à l’échelle. Néanmoins, dans les faits, ρ n’est pas une fonction
de mise à l’échelle mais la fonction softmax. Dans ce cas, les études précédentes
essayent d’approximer la fonction softmax à l’aide de ρq et ρk. En particulier, les
valeurs obtenues par ρq et ρk doivent être un nombre positif. Le plus souvent ρq
et ρk sont définis comme la fonction ELU + 1 (Clevert, Unterthiner et Hochreiter
2016), ce qui permet d’éviter d’avoir un gradient nul pour les valeurs négatives tout
en gardant une sortie positive. Etant donné Q, K et V ∈ RN×d, en effectuant le
produit scalaire entre K et V plutôt qu’entre Q et K, la complexité algorithmique
de la self-attention passe de O(N2d) à O(Nd2). Or, d est souvent inférieur à N ,
surtout pour les tâches liées à la vision comme le traitement d’images ou de vidéos.
On a donc bien une attention de complexité linéaire avec le nombre de tokens N .
Un schéma récapitulatif de l’attention linéaire est présenté Figure 2.17.
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Figure 2.17 – Différence entre Softmax attention et attention linéaire. Schéma issu
de Han, Pan et al. 2023.

Après une décomposition en valeurs singulières, Wang, Li et al. 2020 montrent
que la matrice résultant du calcul de la similarité entre Q et K a un rang faible.
De ce fait, ils utilisent une projection supplémentaire sur K et V de façon à réduire
le nombre de tokens, rendant le processus d’attention linéaire avec la taille de la
séquence d’entrée. Wang, Xie, Li et al. 2021 procèdent également à une réduction
du nombre de tokens présents dans la key et la value. Pour ce faire ils réarrangent la
séquence sous la forme d’une carte de caractéristiques et la sous-échantillonnent à
l’aide d’une convolution 2D avec stride. Zhu, Su et al. 2021 ont mis au point un pro-
cessus d’attention déformable permettant de porter attention uniquement à certains
tokens de la séquence d’entrée. Le réseau apprend alors par lui-même à quelle zone
de l’image porter attention, accélérant la convergence et permettant un processus
d’attention avec une complexité linéaire.

Les architectures de type transformer sont souvent pré-entrainées sur de larges
jeux de données pour produire des résultats satisfaisants. En effet leurs performances
dépendent plus de l’étape de pré-entrainement que les CNN (Vaswani et al. 2017 ;
Dosovitskiy et al. 2021 ; Khan et al. 2022 ; Luo, Wang et al. 2021). De ce fait de
nombreux travaux ont porté sur la mise au point de méthodes efficaces de pré-
entrainement. C’est ainsi que plusieurs auteurs ont introduit des méthodes de pré-
entrainement auto-supervisées, c’est à dire ne nécessitant pas de vérité terrain. Ces
méthodes incluent souvent de la prédiction de zones volontairement masquées ou
bruitées dans la séquence initiale (inpainting) (Khan et al. 2022 ; Li, Xu et al. 2022 ;
Atito, Awais et Kittler 2022 ; Li, Chen et al. 2021). Dans le cadre général de la vision
par ordinateur, ces architectures sont souvent pré-entrainées sur des jeux de données
contenant plusieurs dizaines ou centaines de millions d’images comme JFT-300M
(Sun, Shrivastava et al. 2017), Imagenet-1k (Russakovsky et al. 2015), Imagenet-
21k (Ridnik et al. 2021), webvision (Li, Wang, Li et al. 2017) ou encore OpenVision
(Kuznetsova et al. 2020). Dans le cadre de l’imagerie médicale, il n’existe pas de
jeux de données publics contenant autant de données. Cela découle de la difficulté
d’annotation ainsi que de restrictions concernant le partage de données médicales
(Chen, Ma et Zheng 2019). De ce fait l’utilisation des transformers est limitée. Il est
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tout de même possible d’obtenir des performances surpassant un réseau entièrement
basé sur les convolutions en utilisant un nombre restreint de couches transformer
entrainées "from scratch" comme nous le verrons plus bas. Il est à noter qu’une
des raisons majeures limitant l’utilisation de modèles pré-entrainés sur les jeux de
données précédemment cités semble résider dans l’absence d’images en niveau de
gris que l’on trouve régulièrement dans le domaine médicale (Alzubaidi et al. 2021 ;
Cherti et Jitsev 2022 ; Xie et Richmond 2018).

2.3 Segmentation d’images
La segmentation d’images consiste à regrouper les pixels d’une image et à leur at-

tribuer une catégorie spécifique en fonction de certaines caractéristiques communes.
Ces caractéristiques peuvent par exemple être la couleur des pixels, des textures ou
encore la forme des objets. On cherche donc à diviser l’image en segments ou régions
de manière à la simplifier pour des traitements ultérieurs. On distingue généralement
la segmentation sémantique de la segmentation d’instances.

La segmentation sémantique consiste à assigner à tous les pixels de l’image une
étiquette correspondant à leur catégorie. Ainsi, si plusieurs chats sont présents dans
une image, ils auront tous la même étiquette. La segmentation d’instance cherche
à différencier dans une image les différentes instances d’une même catégorie, ce qui
reviendra, dans le cas précédant, à donner une étiquette différente à chacun des
chats.

On parle de "things" pour désigner les choses dénombrables qui doivent être
segmentées dans la segmentation d’instance. On utilise généralement le mot "stuff"
pour parler de choses indénombrables que l’on cherche à segmenter par la segmenta-
tion sémantique. La combinaison de la segmentation sémantique et la segmentation
d’instance est la segmentation panoptique. Il s’agit d’attribuer à tous les pixels de
l’image une catégorie, tout en différenciant les groupes de pixels appartenant à la
même catégorie mais pas à la même instance. On cherche alors à segmenter à la fois
les "things" et les "stuff".

On distingue généralement les algorithmes de segmentation classiques, qui re-
posent sur des certaines règles ou principes mathématiques, des approches par ap-
prentissage profond qui reposent quant à elles sur l’extraction de caractéristiques
à partir d’une grande quantité de données à l’aide de réseaux de neurones. Les
méthodes reposant sur l’apprentissage profond permettent généralement d’obtenir
des segmentations de meilleure qualité que les méthodes "classiques" (Plaksyvyi,
Skublewska-Paszkowska et Powroźnik 2023 ; Caicedo et al. 2019 ; Jin et al. 2019 ;
Sehar et Naseem 2022). Cela s’explique principalement par une meilleure capacité
de généralisation. Les méthodes classiques ont en effet plus de difficulté à s’adapter
à des données légèrement différentes et nécessitent souvent pour cela de modifier
manuellement certains hyperparamètres.
Néanmoins, les performances des algorithmes d’apprentissage profond dépendent
grandement de la quantité de donnée annotées disponible. Il peut être préférable
de privilégier des méthodes classiques lorsque le jeu de données est de petite taille.
En outre le temps d’inférence a tendance à être plus faible pour les algorithmes
classiques que pour les approches par apprentissage profond (Bianconi et al. 2021),
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en particulier sur CPU (Caicedo et al. 2019).
Parmi les algorithmes de segmentation "classiques", on peut distinguer les méthodes
par regroupement, les méthodes par croissance de régions, les approches reposant
sur les champs aléatoires de Markov, les techniques de "graph-cut", et enfin les mo-
dèles de contours actifs et d’ensemble de niveaux. Nous revenons plus en détails
sur chacune de ces méthodes dans la partie 3.1. Les approches par apprentissage
profond reposent sur des réseaux de neurones convolutionnels afin d’extraire auto-
matiquement des caractéristiques utiles à la segmentation d’objets d’intérêt. Nous
détaillons ces dernières méthodes dans la section 3.2.

2.4 Le flux optique
Le flux optique représente le mouvement des objets dans une scène, entre deux

images. Dans le cadre du traitement d’image, il désigne le plus souvent le mouvement
de chaque pixel ou d’un groupe de pixels entre deux images. Le calcul du flux optique
suppose qu’il n’y a pas de changement de luminosité entre les deux images et donc,
que la valeur des pixels reste la même :

I(x, y, t) = I(x+∆x, y +∆y, t+∆t) (2.34)

avec I(x, y, t) l’intensité d’un pixel de coordonnées (x, y) au temps t et (∆x,∆y,∆t)
la quantité de mouvement dans les 3 dimensions (mouvement entre la première et
la seconde image). Le but du calcul du flux optique est alors de retrouver, pour
chaque pixel (x, y), les valeurs de ∆x et ∆y. Tout comme pour les algorithmes de
segmentation, on peut établir une distinction entre les approches "classiques" d’es-
timation du flux optique et les méthodes reposant sur l’apprentissage profond. Les
approches classiques cherchent à résoudre des systèmes d’équations en supposant
que certaines hypothèses sont vérifiées (régularité du mouvement, constance de la
luminosité, faibles déplacements, etc...). Ces modèles sont abordés plus en détails
dans la section 5.1. On peut distinguer deux catégories de méthodes pour l’estima-
tion du flux optique par apprentissage profond.

Il existe plusieurs jeux de données publics disposant de vérité terrains de flux
optique pour tous les pixels de l’image (c.f section 5.2). Pour ces données, la fonc-
tion de coût des architectures intègre le plus souvent une simple mesure de similarité
entre le flux prédit et la vérité terrain. Ces modèles reposent souvent sur un volume
de coût afin de calculer la corrélation entre différentes zones des deux images. Ces
algorithmes sont détaillés Section 5.2.

Dans le cadre des images médicales, le flux optique de vérité terrain est rarement
présent et le calcul du flux se traite le plus souvent de la même façon que l’estimation
d’un champ de déformation pour le recalage d’images. Ces approches reposent donc
essentiellement sur un apprentissage non supervisé, même si elles utilisent parfois
des annotations de segmentation afin d’obtenir des mouvements conservant la forme
de certaines structures d’intérêt. On a le plus souvent recours à une fonction de coût
de similarité des textures et de régularité afin d’estimer un champ de déplacement
entre deux images (souvent à partir du spatial transformer (Jaderberg et al. 2015)).
L’absence de vérité terrain de flux optique a incité de nombreuses recherches à es-
sayer d’améliorer la régularité du flux estimé en réduisant le nombre de pixels avec
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un Jacobien négatif. Nous décrivons ces algorithmes plus en détails en section 5.4.

2.5 Présentation des bases de données

Nous présentons ici succinctement les principaux jeux de données existant pour
la segmentation cardiaque petit axe.

2.5.1 Sunnybrook Cardiac Data (SCD)

Le jeu de données Sunnybrook Cardiac Data (SCD) (Radau et al. 2009) a été
utilisé pour un challenge à la conférence MICCAI 2009 consistant à segmenter le
ventricule gauche sur des images IRM petit axe. Le jeu de données comprend uni-
quement des annotations pour le ventricule gauche et le myocarde, i.e. contours de
l’endocarde et de l’épicarde. Les données de 45 sujets sont présentes dans le jeu de
données. 9 sujets sont catégorisés comme sain. Les 36 autres patients sont divisés en
3 groupes de taille égale : hypertrophie du ventricule gauche, insuffisance cardiaque
avec et sans infarctus. Pour chacun des groupes, le volume télé-systolique et télé-
diastolique du ventricule est connu, ainsi que la fraction d’éjection et la masse du
ventricule.

2.5.2 Automated Cardiac Diagnosis Challenge (ACDC)

Le jeu de données Automated Cardiac Diagnosis Challenge (ACDC) (Bernard
et al. 2018) a été créé pour un challenge lors de la conférence MICCAI 2017. Le
but était de comparer la performance des algorithmes d’apprentissage profond pour
la segmentation cardiaque ainsi que pour la classification de différentes pathologies
cardiaques. Le jeu de données est composé de 100 sujets pour l’entrainement et 50
sujets supplémentaires pour la phase de test. Les sujets sont divisés en 5 groupes de
taille égale : volontaires sains, patients avec des infarctus du myocarde, patients avec
des cardiomyopathies dilatées, patients avec des cardiomyopathies hypertrophiques
et patients avec des ventricules droits anormaux. Les données sont acquises en orien-
tation petit axe en utilisant des IRM Siemens 1.5 et 3 T. Pour chaque patient et pour
chaque instant du cycle cardiaque, plusieurs coupes 2D sont alignées pour former
un volume 3D allant de la base à l’apex du cœur. Seuls les volumes en télé-diastole
et télé-systole disposent d’une annotation de segmentation pour le ventricule droit,
le ventricule gauche et le myocarde. L’annotation a été faite par un expert clinique
de façon manuelle. Il y a entre 28 et 40 volumes par cycle cardiaque. La résolution
spatiale des pixels est isotropique et située entre 1.37 et 1.68 mm2/pixel. L’épaisseur
de coupe est de 5 ou 8 mm.

2.5.3 Multi-Centre, Multi-Vendor & Multi-Disease Cardiac
Image Segmentation Challenge (M&Ms)

Le jeu de données M&Ms (Multi-Centre, Multi-Vendor & Multi-Disease Cardiac
Image Segmentation Challenge) (Campello et al. 2021) a été mis au point pour un
challenge de la conférence MICCAI 2020 dont la but était la segmentation d’images
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petit-axe. Il contient 375 sujets, parmi lesquels des sujets sains, des cas de cardiomyo-
pathie hypertrophique ou de cardiomyopathie dilatée. Les données proviennent de
3 pays différents (Espagne, Allemagne, Canada) et ont été générées en utilisant des
IRM conçus par 4 fabricants différents (Siemens, GE, Philips, Canon). Les données
contiennent des images générées par IRM 1.5 ou 3T. L’épaisseur de coupe est com-
prise entre 9.2 et 10 mm et la taille des pixels se situe entre 0.85 et 1.42 mm. Les
volumes contiennent entre 10 et 13 coupes et un cycle cardiaque comprend entre
25 et 30 volumes. Le jeu de données d’entrainement contient 150 sujets dont les
images ont été obtenues sur des IRM fabriquées par 2 des 4 fabricants. Les volumes
télé-systolique et télé-diastolique de ces 150 sujets ont été annotés par des experts
cliniques en suivant les mêmes règles que pour ACDC. Ces annotations couvrent le
ventricule gauche, le ventricule droit et le myocarde. Les données d’entrainement
contiennent également 25 sujets supplémentaires issues du 3ème fabriquant et dont
les données ne sont pas annotées. Le jeu de données de test contient 50 sujets pour
chacun des 3 fabricants du jeu de données d’entrainement, ainsi que 50 sujets sup-
plémentaires issus du 4ème fabricant non présent dans les données d’entrainements.
Ce dernier groupe de 50 sujets permet de tester la capacité de généralisation des mo-
dèles. Le jeu de données M&Ms permet aux modèles d’apprendre des caractéristiques
partagées par les données de plusieurs fabricants, et donc de limiter la baisse de per-
formance généralement observée en testant les modèles sur des données issues d’un
fabriquant différent des données d’entrainement. M&Ms donne également la possi-
bilité d’entrainer des modèles à l’adaptation de domaine ("domain adaptation"), i.e.
que le réseau apprenne un espace commun entre des données sources correspondant
à un fabriquant et des données cibles correspondant à un autre fabriquant.

2.5.4 UK Biobank

La UK Biobank (Bycroft et al. 2018) regroupe les données médicales de 500000
sujets âgés de 40 à 69 ans au moment du recrutement (2006-2010). Ce jeu de don-
nées a été créé pour les besoins d’une étude prospective visant à suivre l’évolution
des sujets sur plusieurs années de manière à identifier les causes et à mieux diag-
nostiquer et traiter certaines maladies comme le cancer, les maladies cardiaques ou
encore l’arrêt cardiaque. Parmi les 500000 sujets, 48000 participants ont terminé
l’étude d’imagerie (Raisi-Estabragh et al. 2021) qui comprend des IRM du cerveau,
cœur et abdomen, échocardiographie de l’aorte, ainsi que des scanners rayons X du
corps entier. Les données cardiaques contiennent des séquences bSSFP en orienta-
tion sagittale, coronale, ainsi que des IRM ciné en long axe et petit axe. Les données
contiennent également des images taguées, des IRM de l’aorte ainsi que des images
T1 et des images du flux aortique. Pour les données petit axe, les volumes sont
composés de coupes allant de la base à l’apex du cœur et couvrant le ventricule
droit et gauche. L’épaisseur de coupe est de 8 mm avec un écart de 2 mm entre
coupes. La taille d’un pixel est isotropique de 1.8 mm. Les séquences ont une réso-
lution temporelle de 32 ms et ont été interpolées pour contenir 50 phases (20 ms).
Les données sont acquises avec une IRM Siemens 1.5 T. Le jeu de données a été
analysé de façon à obtenir le volume des ventricules, la fraction d’éjection, le volume
d’éjection, la masse du myocarde ainsi que les valeurs de strain (Petersen, Matthews
et al. 2016). Actuellement, le ventricule droit, gauche et le myocarde ont été annotés
manuellement pour 5000 sujets (Petersen, Aung et al. 2016).
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2.5.5 Quorum

Quorum est un jeu de données interne au Laboratoire d’Imagerie Biomédicale,
non public et issue d’une étude clinique 6. Il contient des données multi-centre et
multi-fournisseur et inclut des patients ayant subi un infarctus aigu du myocarde
(IM) avec différents degrés de gravité. Les images ont été acquises dans 24 centres
différents en utilisant des scanners IRM de 3 fabricants (Siemens, General Electric
et Philips). Des images petit-axe couvrant le cœur de sa base à son apex ont été
acquises pendant la phase aiguë de l’IM, à l’aide d’un scanner IRM de 1,5 ou 3 Tesla,
une taille de pixel allant de 0,68 à 2,34 mm² (taille moyenne des pixels de 1,43 mm²)
et une épaisseur de coupe entre 6 et 8 mm (épaisseur moyenne des coupes de 7,4
mm). Dans les travaux de cette thèse, nous distinguons deux versions différentes
de ce jeu de données : pour la première version, les annotations de segmentation
de référence de 271 patients ont été obtenues pour toutes les phases du cycle car-
diaque en utilisant le logiciel CardioTrack (Lamy et al. 2018). Ce logiciel utilise un
algorithme de suivi des caractéristiques pour suivre les principaux points de contour
initialisés manuellement sur la première image de la séquence. Les annotations de
segmentation sont générées en fonction de la position de ces points de contour pour
chaque image. Pour chaque coupe 2D, le ventricule droit, le ventricule gauche et le
myocarde sont segmentés par le logiciel. La plupart des annotations ont été fournies
uniquement pour 3 coupes dans le volume, représentant un total de 34452 coupes
2D. Pour ces coupes, le logiciel a également été utilisé pour obtenir les déforma-
tions radiales et circonférentielles de référence. Chaque séquence couvre un cycle
cardiaque et contient entre 20 et 80 phases, représentant au total 912 séquences
vidéo de coupes 2D.
Pour la seconde version, les volumes en télé-diastole (TD) et en télé-systole (TS) de
195 de ces 271 patients ont été annotés manuellement en utilisant un logiciel com-
mercial (QMass, Medis, Leiden, Pays-Bas, version 4.0.24.4). Les annotations sont
générées automatiquement par le logiciel et modifiées, si nécessaire, par un expert
clinique. Pour toutes les coupes des volumes, les structures cardiaques annotées sont
les mêmes que celles segmentées par CardioTrack, représentant 4072 coupes 2D.

2.5.6 Synthèse des différentes bases de données

SCD ACDC M&M’s UK BioBank Quorum
# patients 45 150 375 5000 271
Structures annotées LV/MYO LV/RV/MYO LV/RV/MYO LV/RV/MYO LV/RV/MYO
Champ magnétique (T) · · · 1.5/3 1.5/3 1.5 1.5/3
Taille du pixel (mm) · · · [1.37 ; 1.68] [0.85 ; 1.42] 1.8 [0.68 ; 2.34]
Epaisseur de coupe (mm) · · · 5/8 [9.2 ; 10] 8 [6 ; 8]
# fabricants 1 1 4 1 3
# pathologies 3 4 2 0 1

Table 2.1 – Principales bases de données pour la segmentation cardiaque sur image
IRM.

Dans le cadre de cette thèse nous avons utilisé les jeux de données ACDC et
Quorum. En effet ACDC est disponible publiquement et contient de nombreuses pa-
thologies ainsi qu’un nombre de patients satisfaisant. A l’inverse, les données de la
UK Biobank ne sont pas disponibles publiquement. Le jeu de données SCD contient

6. https ://www.action-groupe.org/fr/etude/quorum
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peu de patients et l’annotation pour le ventricule droit n’est pas disponible. M&M’s
est similaire à Quorum. Ce dernier étant le jeu de données du LIB, il a été privilégié.

2.6 Discussion et positionnement
Dans cette thèse, nous nous intéressons à la mesure des biomarqueurs à partir des

images IRM petit-axe. La plupart de ceux-ci (2.1.4) peut être mesurée à partir d’une
segmentation. Par conséquent, dans un premier temps, les travaux de cette thèse se
concentrent sur l’élaboration d’un algorithme de segmentation 2D. Afin d’améliorer
les algorithmes de segmentation déjà existants, notre attention s’est portée sur l’uti-
lisation des mécanismes d’attention qui permettent de réduire l’écart sémantique
entre l’encodeur et le décodeur dans les architectures de type U-Net (Ronneberger,
Fischer et Brox 2015). Nous montrons également qu’une utilisation particulière de
ces processus d’attention permet de réduire le bruit des données haute résolution en
provenance de l’encodeur.

Cet algorithme de segmentation permet d’extraire les points de contours de l’en-
docarde et de l’épicarde. Ces points de contour sont utilisés pour calculer les dé-
formations radiale et circonférentielle du myocarde. En effet, pour la déformation
radiale, on calcule la distance entre chaque point de contour de l’endocarde et le
point le plus proche de l’épicarde (segment vert Figure 2.18). Pour la déformation
circonférentielle, on calcule la distance entre deux points voisins à l’intérieur du
myocarde (segment rouge Figure 2.18). Ces calculs s’effectuent pour chaque phase
(image) du cycle cardiaque, afin de mesurer l’évolution des distances dans le temps.
En faisant la moyenne de toutes les distances radiales et circonférentielles, on obtient
une mesure de la déformation globale du myocarde.

Figure 2.18 – Points de contour utilisés pour calculer le strain radial et circon-
férentiel du myocarde en télé-diastole (gauche) et télé-systole (droite). En rouge le
segment utilisé pour le calcul du strain circonférentiel, en vert un segment utilisé
pour le calcul du strain radial. L0 et Lt sont les variables de l’équation 2.2.
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Si la déformation globale du myocarde permet d’identifier une réduction de la
force de contraction du muscle cardiaque en consultant les courbes de déformation
(Figure 2.10b et 2.10a), elle ne permet pas d’identifier avec précision la région au
sein du myocarde responsable de cet affaiblissement. Par conséquent, il est courant
de diviser le myocarde en 17 segments dont 6 segments pour les coupes basales et
de mi-hauteur (numérotés de 1 à 12), et 4 segments ainsi que l’apex pour les coupes
apicales (numérotés de 13 à 17) (Cerqueira et al. 2002). Ces segments correspondent
à différentes régions du myocarde irriguées par les 3 principales artères coronaires :
l’artère coronaire droite (RCA), l’artère circonflexe (LCX) et l’artère interventri-
culaire antérieure (LAD) (Figure 2.19). De ce fait, il est intéressant de calculer la
déformation myocardique pour chacun de ces segments de façon à localiser avec pré-
cision la région du myocarde responsable de la plus faible capacité de contraction.
En particulier, les médecins peuvent ainsi identifier quelle artère coronaire dysfonc-
tionne et donc plus facilement détecter les ischémies ou thromboses.

Figure 2.19 – Le myocarde est divisé en segments en fonction des zones irriguées
par les artères coronaires. Image issue de Velasco Jimeno 2019.

Pour calculer le strain régional, la segmentation avec un seul label pour le myo-
carde n’est plus suffisante car il est nécessaire d’obtenir la déformation pour un
nombre restreint de points de l’endocarde et de l’épicarde présents dans chaque seg-
ment du myocarde. Il est donc nécessaire d’avoir recours à des algorithmes capables
d’estimer la position d’un point de contour tout au long du cycle cardiaque. Pour ce
faire, de nombreuses études ont utilisé des algorithmes de suivi de caractéristiques
(Lamy et al. 2018 ; Schuster et al. 2013 ; Augustine et al. 2013 ; Buss et al. 2015).
D’autres méthodes utilisent l’imagerie par marquage ("tagging imaging" en anglais)
pour mesurer de façon plus précise la déformation du myocarde (Osman et al. 1999 ;
Aletras et al. 1999 ; Moore et al. 2000). Le "tagging" applique un motif grillagé
sur l’image. Cela est rendu possible par l’utilisation de deux impulsions RF avec
un angle de bascule de 45o pour obtenir des bandes horizontales et verticales. Cela
permet de faciliter le suivi du mouvement du muscle cardiaque sur la séquence ciné.
Néanmoins, le tagging nécessite de suivre un protocole spécifique pour l’acquisition
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des images (utilisation d’un gradient magnétique appelé "Spatial Modulation of Ma-
gnetization") et l’acquisition d’images taguées est peu courant en routine clinique.
De plus, les motifs produits par le tagging ont tendance à s’effacer au cours du temps
du fait du mouvement du myocarde. Plus récemment, des travaux ont été conduits
pour estimer le mouvement du myocarde sur des séquences ciné en utilisant des al-
gorithmes d’apprentissage profond (Yu, Sun et al. 2020 ; Qin, Bai et al. 2018 ; Zhang,
You et al. 2022). Cependant, ces méthodes se limitent à estimer le mouvement sans
en déduire le strain. D’autres études ont eu recours à l’estimation du flux optique
avec des algorithmes d’apprentissage profond pour calculer le strain sur séquences
IRM ciné (Morales, Boomen et al. 2021 ; V. Graves et al. 2023 ; Alvarez-Florez et
al. 2023 ; Masutani et al. 2023 ; Wang, Sun et al. 2023). Cependant, ces méthodes
utilisent des volumes 3D ce qui nécessite d’avoir recours uniquement à des paires de
volumes à l’entrainement et donc ne permet pas d’assurer une cohérence temporelle
dans la séquence. Les méthodes utilisant toutes les images du cycle cardiaque re-
posent sur des images taguées (Ferdian et al. 2020 ; Ye, Kanski, Yang, Chang et al.
2021). Enfin, certains travaux utilisent un algorithme d’apprentissage profond pour
segmenter une région d’intérêt puis, ensuite, effectuent le suivi à l’aide de méthodes
manuelles (Hammouda et al. 2020), ou se contentent d’obtenir le strain global sans
effectuer de suivi (Kwan et al. 2024). Par ailleurs ces algorithmes reposent sur des
architectures employant des convolutions. Ils n’intègrent donc pas de bloc transfor-
mer qui ont pourtant montré leur efficacité pour l’estimation du flux optique et la
segmentation.
A l’inverse, les travaux de cette thèse présentent des algorithmes reposant entière-
ment sur l’apprentissage profond pour effectuer le suivi des points de contours. Ceux-
ci utilisent des couches transformers ainsi que plusieurs images du cycle cardiaques
durant l’entrainement ce qui permet d’inclure l’information temporelle présente dans
les séquences pour effectuer des prédictions.

52



Deuxième partie

Segmentation d’IRM cardiaque
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Chapitre 3

Etat de l’art

Ce chapitre introduit les principales méthodes de segmentation de la littérature
en les regroupant en deux grandes catégories : les méthodes traditionnelles et celles
utilisant l’apprentissage. La dernière section présente les mesures de performance
utilisées pour comparer les segmentations obtenues par les différentes méthodes.

3.1 Segmentation d’images avec les méthodes tra-
ditionnelles

Parmi les méthodes les plus populaires, on distingue les méthodes par regroupe-
ment, par croissance de régions, celles utilisant les champs de Markov ou le graph-cut
et enfin les méthodes fondées sur les contours actifs ou les ensembles de niveaux.

3.1.1 Méthodes par regroupement

Les méthodes de regroupement comme le K-means (Lloyd 1982 ; MacQueen et
al. 1967) consistent à regrouper les pixels ayant des caractéristiques similaires au
sein d’une image. Après avoir défini K valeurs de centroïdes, l’algorithme K-means
assigne à chaque pixel le centroïde le plus proche. La valeur du centroïde du groupe
est ensuite mise à jour en calculant la moyenne des valeurs du groupe. Ces étapes
sont répétées de manière à affiner la valeur des centroïdes. Au final, l’algorithme per-
met de diviser les pixels de l’image en K groupes. Cette méthode fonctionne aussi
bien pour la segmentation binaire que multi-classe. L’inconvénient de cette méthode
est de devoir définir au préalable le nombre de groupes K. L’algorithme mean shift
(Cheng 1995) est une variante du K-means qui détermine automatiquement la va-
leur de K. L’algorithme mean-shift cherche les modes de la fonction de densité de
l’image. La valeur des pixels de l’image est mise à jour à partir de la moyenne des
pixels se trouvant dans un voisinage. L’algorithme de mélange de gaussiennes est
également un algorithme souvent utilisé pour la segmentation d’image par regroupe-
ment (Nguyen et Wu 2013 ; Gupta et Sortrakul 1998 ; Caillol, Pieczynski et Hillion
1997). Il suppose que la distribution des pixels de l’image est multimodale et peut
se modéliser à l’aide de plusieurs gaussiennes de moyennes et écart-types différents.
On estime alors les paramètres de ces gaussiennes qui maximisent la vraisemblance
à l’aide de l’algorithme itératif espérance-maximisation.
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3.1.2 Méthodes de croissance de régions

Les algorithmes de croissance de régions constituent un autre groupe de mé-
thodes permettant de segmenter une image (Pohle et Toennies 2001 ; Tremeau et
Borel 1997 ; Tang 2010). Ces algorithmes reposent sur l’emploi de graines ("seed") à
partir desquelles les pixels partageant une caractéristique commune croissent. Plus
spécifiquement, les pixels se trouvant dans le voisinage de la graine (4 ou 8 connexi-
tés) sont inclus dans la région de la graine en fonction d’un certain critère. Il peut
s’agir de comparer l’intensité ou la couleur du pixel considéré à celle de la graine ou
de la moyenne des pixels de la région. Le procédé est répété pour les pixels ajoutés
à la région. La définition des graines à l’initialisation de l’algorithme joue un rôle
déterminant sur la nature de la carte de segmentation obtenue. Ce processus peut
être automatisé à l’aide d’algorithmes de clustering ou en utilisant l’histogramme
de l’image. Un exemple d’algorithme par croissance de région est l’algorithme de
partage des eaux ("watershed") (Levner et Zhang 2007 ; Huang et Chen 2004 ; Sha-
farenko, Petrou et Kittler 1997). Cet algorithme est souvent utilisé pour séparer
des objets ou pour passer d’une segmentation binaire à une segmentation multi-
classe. L’algorithme considère l’image comme un relief topographique où les zones
à forte intensité correspondent à des pics tandis que les régions de faible intensité
sont assimilées à des vallées. Généralement, en partant d’une segmentation binaire,
on calcule la distance au fond. Les graines sont alors définies comme les minimums
locaux dans l’inverse de l’image des distances. Le processus de croissance par région
est alors effectué à partir de tous les minima locaux. On dit qu’on inonde les bassins
ou vallées. Lorsque les bassins sont complètement remplis, la délimitation entre les
objets (ligne de partage des eaux) correspond aux zones de l’image ou les bassins se
rencontrent.

3.1.3 Champs aléatoires de Markov

Une autre catégorie de méthodes pour la segmentation d’image s’appuie sur les
champs aléatoires de Markov (Markov Random Field, MRF) (Held et al. 1997 ; Liu,
Li et al. 2018 ; Panjwani et Healey 1995). L’image à segmenter est alors assimilée
à un graphe non orienté où les pixels sont des variables aléatoires. La valeur des
pixels dépend uniquement des pixels se trouvant dans un voisinage. Etant donné un
ensemble de variables aléatoires Y = Y1, Y2, ..., Yn où n est le nombre de pixels dans
l’image, les MRF cherchent à calculer P (Y ), i.e. la distribution jointe de l’ensemble
des variables aléatoires. D’après le théorème de Hammersley-Clifford, si P (Y ) > 0
alors le MRF peut être représenté comme un champ aléatoire de Gibbs et la loi de
probabilité jointe devient une mesure de Gibbs :

P (Y ) =
1

Z
exp(−E(Y )) (3.1)

où Z est la fonction de partition telle que Z =
∑︁

Y exp(−E(Y )) qui permet de
s’assurer que

∑︁
Y P (Y ) = 1 (distribution de probabilité) et E(Y ) est une fonction

d’énergie qui détermine la valeur que prend Yi ∀i ∈ [1;n]. Lorsque l’énergie est
faible, P (Y ) est plus élevé. On encourage donc les pixels à prendre des valeurs qui
minimisent E(Y ) de façon à maximiser P (Y ). Dans le cas du modèle de Pott utilisé
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pour la segmentation multi-classe on a :

E(Y ) = −
∑︂
i,j∈N

δ(Yi, Yj) (3.2)

où i et j sont deux pixels se trouvant dans le même voisinage N . δ(Yi, Yj) est
le symbole de Kronecker qui vaut 1 si Yi = Yj et 0 sinon. Ce modèle encourage
les pixels proches à prendre les mêmes valeurs. En général, on utilise une version
modifiée du modèle de Pott de façon à ce que la valeur d’un pixel ne dépende pas
uniquement de la valeur du pixel voisin (on aurait alors une image avec une seule
classe), mais aussi de l’intensité du pixel indépendamment de son voisinage :

E(Y ) = −
∑︂
i,j∈N

δ(Yi, Yj)wij − λ
∑︂
i∈V

hi (3.3)

où λ est un poids de régularisation qui détermine le compromis entre régularité et
fidélité aux données. wij est le poids représentant l’intensité du lien entre le pixel
i et j. V est l’ensemble des pixels dans l’image. hi est un biais qui modélise la
probabilité pour le pixel i d’appartenir à la classe k ∈ [1;K] avec K le nombre de
classes. hi dépend le plus souvent des caractéristiques locales du pixel (intensité,
couleur, texture,...). Si K = 2 alors l’équation précédente décrit le modèle Ising, un
cas particulier du modèle de Pott utilisé pour la segmentation binaire.
Il n’est en fait pas possible de calculer P (Y ). En effet, il est nécessaire pour cela de
calculer Z qui est une somme de toutes les configurations possibles pour Xi ∀i ∈
[1;n]. Comme n est élevé pour une image, la complexité algorithmique du calcul de
Z est trop grande. Par conséquent, on a recours à des méthodes d’approximations de
P (Y ) comme l’échantillonnage de Gibbs ou de Metropolis-Hasting. Une variante des
MRF souvent utilisée pour la segmentation (par exemple dans le modèle DeepLab
(Chen, Papandreou et al. 2016)) est le champ aléatoire conditionnel (CRF en anglais)
(He, Zemel et Carreira-Perpinan 2004). Les CRF sont des MRF qui tiennent compte
d’observations X et, conformément à l’inférence bayésienne, cherchent à modéliser
la probabilité a posteriori P (Y |X). Il ne s’agit donc plus ici d’estimer la distribution
jointe P (Y ). Pour cette raison on dit que les modèles CRF sont discriminatifs par
opposition aux modèles génératifs. Dans le cadre de la segmentation d’images, Y
peut désigner les étiquettes à déterminer tandis que X peut correspondre aux pixels
de l’image. Pour les modèles CRF la probabilité conditionnelle P (Y |X) s’exprime
de la façon suivante :

P (Y | X) =
1

Z(X)
exp(−E(Y,X)) (3.4)

Avec :
Z(X) =

∑︂
Y

exp(−E(Y,X)) (3.5)

On voit donc que les modèles CRF ont la même impossibilité que les modèles MRF
de calculer l’inférence exacte du fait de la variable de normalisation Z(X). Les
modèles CRF essayent néanmoins d’approximer P (Y | X) en utilisant des modèles
paramétriques et en apprenant un ensemble de paramètres θ. En particulier les
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modèles CRF estiment le maximum de la vraisemblance conditionnelle :

L(θ) =
N∏︂
i=1

P (Y (i) | X(i); θ)

=
n∑︂

i=1

log(P (Y (i) | X(i); θ))

L’apprentissage de θ peut se faire à l’aide de la descente de gradient.

3.1.4 Algorithmes Graph-cut

Les algorithmes de graph-cut sont également populaires pour réaliser la segmen-
tation d’une image (Vicente, Kolmogorov et Rother 2008 ; Grosgeorge et al. 2013 ;
Liu, Song et al. 2019). De façon similaire aux MRF, chaque pixel de l’image repré-
sente un nœud d’un graphe. Il s’agit ici plus spécifiquement d’un graphe de flux
pour lequel il existe, en supplément des pixels de l’image, un nœud source noté s et
un nœud puit noté t. Les algorithmes de graph-cut représentent le problème de la
segmentation d’images comme l’écoulement d’un fluide depuis la source vers le puit,
en transitant par les nœuds du graphe. Les nœuds sont connectés entre eux par des
arêtes disposant d’une capacité. Cette capacité désigne la quantité maximale de flux
qui peut passer par cette arête. La quantité de flux sortant d’un nœud est néces-
sairement égale à la quantité entrante. Le problème de segmentation d’images par
graph-cut peut se résumer à un problème de maximisation de la valeur du flux du
graphe, ce qui correspond à la coupe de capacité minimale (théorème max-flow/min-
cut). La "coupe" d’un graphe sépare les arêtes du graphe en deux ensembles disjoints
(S, T ) tel que s ∈ S et t ∈ T . Si l’on désigne par Xc l’ensemble des arêtes reliant un
nœud de S et un nœud de T , alors on peut définir la capacité d’une coupe C(S, T )
de la façon suivante :

C(S, T ) =
∑︂

(u,v)∈Xc

cuv (3.6)

où (u, v) est une arête reliant le nœud u au nœud v et cuv est la capacité de cette arête.
Une illustration est disponible Figure 3.1a. La capacité d’une coupe désigne donc
la somme des capacités des arêtes reliant des nœuds appartenant à deux ensembles
différents. Dans le cadre de la segmentation d’images, la source et le puit sont reliés
à tous les pixels de l’image. L’ensemble S correspond aux pixels de l’objet tandis que
T correspond aux pixels du fond. La capacité des arêtes reliant la source et le puit à
un pixel de l’image peut être déterminée par la probabilité que ce pixel appartienne
à l’objet ou au fond. La capacité des arêtes reliant les pixels entre eux peut être
déterminée par des mesures de similarité fonction de l’intensité, de la couleur ou
d’autres caractéristiques. Par exemple, l’algorithme grabCut (Rother, Kolmogorov
et Blake 2004) utilise l’initialisation manuelle de l’utilisateur pour attribuer une
forte capacité aux arêtes reliant la source aux pixels marqués ("seed" en anglais). La
capacité des arêtes pour les pixels non marqués est déterminée à l’aide d’un mélange
de gaussiennes. Pour trouver la valeur du flux maximum (la coupe minimum), on
peut utiliser l’algorithme "push-relabel" (Goldberg et Tarjan 1988) qui déplace le
flux itérativement depuis la source jusqu’au puit en maintenant un "preflow", i.e.
la quantité de flux entrant dans chaque nœud n’est pas nécessairement égale à la
quantité de flux sortant. La méthode de Ford-Fulkerson (Ford et Fulkerson 1957) est
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également souvent utilisée pour résoudre le problème de flux maximum. Elle consiste
à pousser le flux depuis la source vers le puit tant qu’il existe un chemin les reliant
et ayant une capacité positive pour chaque arête.

3.1.5 Modèles de contours actifs et de courbe de niveau

Le modèle de contour actif ou "snake" a été introduit par Kass, Witkin et Terzo-
poulos 1988. Depuis, ce modèle a été largement réutilisé et adapté pour segmenter
des images (Chen, Biffi et al. 2019 ; Yushkevich et al. 2006 ; Gastaud, Barlaud et
Aubert 2004). Les modèles de contour actif cherchent à ajuster une courbe para-
métrique ou spline aux contours d’un objet d’intérêt dans l’image. La courbe est
définie comme un ensemble de n points vi i ∈ [0;n − 1]. Les n points de la courbe
sont itérativement déplacés pour s’approcher au mieux des contours de l’objet. Pour
ce faire, les modèles par contour actifs reposent sur la minimisation d’une fonction
d’énergie comprenant une composante interne Einternal et une composante externe.
La composante externe dépend des caractéristiques de l’image Eimage ainsi que de
contraintes fixées par l’utilisateur Econ :

E∗
snake =

1∫︂
0

Esnake(v(s)) ds =

1∫︂
0

(Einternal(v(s)) + Eimage(v(s)) + Econ(v(s))) ds

(3.7)
Les contraintes fixées par l’utilisateur peuvent correspondre à la position initiale de
la courbe, mais aussi à d’autres contraintes (Econ) incluses dans la fonction d’energie
et permettant de guider la déplacement de la courbe. La composante interne permet
de régulariser le déplacement des points de la courbe en tenant compte à la fois de
sa continuité (élasticité du contour) et de sa courbure :

Einternal = Econt + Ecurv (3.8)

Econt pénalise le déplacement des points de la courbe de façon à ce que celle-ci
reste proche de sa forme de départ. Cela permet d’éviter que la courbe s’ajuste au
bruit contenu dans l’image. Ecurv permet de s’assurer que la courbe reste régulière
avec peu d’oscillations. Einternal peut donc se réécrire à partir de la dérivée première
(continuité) et seconde (courbure) de la courbe par rapport au point s :

Einternal =
1

2

(︄
α(s)

⃦⃦⃦⃦
dv

ds
(s)

⃦⃦⃦⃦2
+ β(s)

⃦⃦⃦⃦
d2v

ds2
(s)

⃦⃦⃦⃦2)︄
(3.9)

où α(s) et β(s) contrôlent l’importance accordée à l’élasticité et à la courbure res-
pectivement. La composante Eimage permet d’attirer la courbe vers certaines carac-
téristiques d’intérêt dans l’image comme les contours, les coins ou encore des zones
avec une certaine intensité. Ainsi, la composante Eimage est généralement définie
comme suit :

Eimage = wintEint + wgradEgrad + wcoinEcoin (3.10)

avec wint, wgrad et wcoin des constantes permettant de pondérer chaque composante.
Eint représente l’intensité des pixels de l’image. Egrad exprime l’intensité des contours
et repose sur le calcul du gradient de l’image pour chaque pixel. Ecoin permet de
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s’assurer que la courbe s’ajuste bien aux coins d’un objet. Elle s’appuie sur le cal-
cul des dérivées première et seconde pour détecter les bords de l’objet avec un fort
changement dans l’orientation et la courbure. E∗

snake peut être minimisée de manière
itérative à l’aide de l’algorithme de descente du gradient où les points de la courbe
sont déplacés dans la direction opposée du gradient. De nombreuses améliorations
du modèle "snake" existent. Une variante importante s’appuie sur les ensembles de
niveaux (level set) pour représenter les contours de l’objet d’intérêt comme les points
pour lesquels une fonction ϕ(x, y) s’annule. Le contour est alors défini comme l’en-
semble des points (x, y) tels que ϕ(x, y) = 0 (Figure 3.1b). L’évolution de l’ensemble
de niveaux est alors obtenue par l’équation aux dérivées partielles suivante :

∂ϕ

∂t
= F |∇ϕ| (3.11)

où |∇ϕ| est normale à l’isosurface et t un paramètre de temps artificiel. Cela signifie
que le taux de variation de l’ensemble de niveaux par rapport au temps (∂ϕ

∂t
) est

égal à la magnitude du gradient pondérée par F , où F est une fonction décrivant
le taux de variation de l’ensemble de niveaux. F peut être déterminé à partir des
caractéristiques locales de l’image comme le gradient, les statistiques de l’objet ou la
courbure. Contrairement aux modèles de contours actifs, les méthodes des surfaces
de niveau gèrent naturellement les changements de topologie comme la fusion ou
la séparation d’objets. En pratique, les méthodes de segmentation d’images par
ensemble de niveaux réutilisent souvent le principe de minimisation de la fonction
d’énergie des modèles de contour actif (Chung et Vese 2005 ; Chen et Radke 2009 ;
Li, Kao et al. 2008) de sorte que l’équation d’évolution de la courbe de niveau se
réécrit :

∂ϕ

∂t
= −∂E

∂ϕ
(3.12)

avec E la fonction d’énergie et ϕ la fonction de niveau ("level set function"). Par
exemple, Chan et Vese 1999 ont introduit un algorithme de segmentation populaire
qui utilise à la fois la fonction de niveau et le principe de minimisation de fonction
d’énergie.

3.2 Segmentation d’images par apprentissage
La très grande majorité des méthodes de segmentation par apprentissage pro-

fond utilise les CNN et spécifiquement des architectures de type encodeur/décodeur.
Certaines architectures spécifiques ont également été développées dans le cadre des
images médicales comme nous le présenterons Section 3.2.2

3.2.1 CNN pour la segmentation

Les réseaux de type "Fully Convolutional Network" (FCN) (Long, Shelhamer et
Darrell 2015) sont les premières architectures d’apprentissage profond permettant
d’effectuer de la segmentation d’images. Ils sont constitués d’un encodeur de type
CNN contenant une série de convolutions et de couches de pooling pour progressi-
vement réduire la résolution de l’image d’entrée. L’encodeur permet d’extraire l’in-
formation pertinente en effectuant une compression de l’information contenue dans
l’image. La carte de caractéristiques obtenue en sortie du CNN est sur-échantillonnée
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(a) (b)

Figure 3.1 – (a) Exemple de coupe minimum dans un graphe (Salman 2010). La
capacité d’une coupe est la somme des poids des arêtes présentes dans la coupe. (b)
Méthodes de courbe de niveau, image issue de (Gibou, Fedkiw et Osher 2018) : les
courbes bleues représentent les contours de l’objet à segmenter. Le rectangle bleu
est l’isosurface à la surface en rouge qui représente la fonction ϕ décrivant l’objet.
On observe que la méthode des ensembles de niveaux gère naturellement la fusion
des deux formes (cercles bleus).

à l’aide d’une interpolation bilinéaire pour obtenir le masque de segmentation. La fai-
blesse de cette architecture réside dans l’utilisation d’un simple sur-échantillonnage
bilinéaire pour décoder l’image. Par conséquent, Noh, Hong et Han 2015 introduisent
les couches de convolution transposées qui permettent de construire des décodeurs
de façon symétrique à l’encodeur et contenant également des paramètres appris par
le réseau. Ronneberger, Fischer et Brox 2015 reprennent l’architecture FCN en lui
ajoutant un décodeur convolutionnel et nomment leur réseau "U-net" du fait de
sa forme en U. Surtout, ils concatènent les cartes de caractéristiques générées à
chaque étage de l’encodeur avec les cartes de caractéristiques de même résolution
du décodeur. Ce simple changement architectural nommé "skip connection" permet
une nette amélioration des performances de segmentation. En effet, les cartes de
caractéristiques du décodeur contiennent beaucoup d’informations sémantiques (in-
formations abstraites relatives à la forme des objets ou à leur représentation) mais
ont perdu l’information de haute résolution que l’on trouve dans les cartes de ca-
ractéristiques les plus proches de l’entrée du réseau. En concaténant ces dernières
avec les cartes de caractéristiques du décodeur, le réseau est capable de récupérer les
détails spatiaux des objets présents dans l’image (par exemple l’information relative
aux contours des objets), améliorant la précision de la segmentation. Néanmoins,
la différence d’information sémantique entre les cartes de caractéristiques de l’en-
codeur et celles du décodeur peut poser problème au réseau lorsque ces dernières
sont directement concaténées (Pang et al. 2019 ; Wang, Wang, Zhong et al. 2021).
Par la suite, de nombreuses variantes du U-net ont été conçues. U-net++ (Zhou,
Siddiquee et al. 2018) introduit des convolutions supplémentaires entre l’encodeur
et le décodeur pour réduire l’écart sémantique entres les données. Dans la même
optique, MultiResUnet (Ibtehaz et Rahman 2020) ajoute des blocs résiduels sur le
chemin des skip connections, ce qui permet de réduire l’écart sémantique plus effica-
cement en gardant un gradient fort. Linknet (Chaurasia et Culurciello 2017) utilise
des connections résiduelles dans l’encodeur et le décodeur pour améliorer le flux du
gradient. Attention-U-net (Oktay, Schlemper et al. 2018) ajoute des modules d’at-
tention entre l’encodeur et le décodeur pour permettre au réseau de se concentrer
sur l’information pertinente. R2U-net (Alom et al. 2018) rajoute des connections
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résiduelles qui permettent d’entrainer des réseaux plus profonds et remplace les
convolutions par des convolutions récurrentes afin d’apprendre des caractéristiques
plus utiles. 3D U-net (Çiçek et al. 2016) remplace toutes les opérations 2D du U-
net par leur équivalent en 3D afin d’obtenir des segmentations volumiques sur des
données peu annotées. DeepMedic (Kamnitsas et al. 2016) utilise un 3D U-net avec
deux encodeurs prenant chacun en entrée des patchs de résolution différente. Les
encodeurs ne sous-échantillonnent pas les patchs et les caractéristiques extraites de
ces patchs sont fusionnées en sortie des encodeurs. Cela permet d’obtenir un champ
réceptif important malgré l’absence de sous-échantillonnage.

Les travaux ultérieurs se sont concentrés sur l’augmentation du champ réceptif
du réseau, identifié comme un facteur clef expliquant la qualité des résultats obtenus.
En effet, l’attribution d’une classe aux pixels nécessite de disposer d’un large champ
de vision. Pour ce faire, plusieurs travaux (Chen, Papandreou et al. 2016 ; Chen,
Papandreou et al. 2018 ; Chen, Zhu et al. 2018 ; Zhao, Shi et al. 2017) ont intégré
des convolutions dilatées à leur architecture. Ces convolutions contiennent des trous
dans leur fenêtre de convolution permettant, pour un même nombre de paramètres,
de couvrir une surface de l’image plus grande. Néanmoins, en introduisant ces trous,
le réseau peut avoir plus de mal à remarquer les détails de petites tailles se trouvant
dans son champ réceptif et donc, à segmenter des motifs complexes comme certains
contours des objets. Par conséquent, Deeplab (Chen, Papandreou et al. 2018) utilise
une couche nommée "A-trous Spatial Pyramid Pooling" (ASPP) qui, pour la carte
de caractéristiques de plus faible résolution, effectue plusieurs convolutions dilatées
en parallèle avec un taux de dilatation croissant et combine la sortie de ces couches
par concaténation. De cette façon, le réseau a accès à la fois à un contexte large et
à des détails subtils. L’ASPP est présentée Figure 3.2.

Figure 3.2 – A-trous Spatial Pyramid Pooling (ASPP) utilisé par Deeplab (Chen,
Papandreou et al. 2018) pour augmenter le champ réceptif tout en gardant accès
aux détails de l’image
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3.2.2 Deep learning pour la segmentation d’images médicales

La plupart des recherches conduites en imagerie cardiaque par apprentissage pro-
fond partent d’une architecture de type U-net et introduisent certaines modifications.
Les réseaux neuronaux récurrents spécifiquement adaptés aux vidéos (convLSTM et
convGRU) (Shi, Chen et al. 2015 ; Ballas et al. 2016) sont souvent utilisés pour
permettre au réseau de prédire des résultats temporellement cohérents sur une sé-
quence d’images (Wang et Zhang 2021 ; Zhang, Icke et al. 2018 ; Smistad et al. 2021 ;
Poudel, Lamata et Montana 2016 ; Savioli et al. 2018).
De nombreuses méthodes utilisent le "Spatial Transformer Network" (STN) présenté
par Jaderberg et al. 2015 pour recaler les images avant la segmentation (Ni et al.
2023 ; Gong et al. 2022 ; Chartsias et al. 2020 ; Vigneault et al. 2018). L’idée est
d’obtenir une orientation adaptée ou de corriger certains artefacts pour faciliter la
tâche du réseau de segmentation.
Un autre axe majeur de recherche est l’utilisation d’images cardiaques ayant des
orientations différentes en entrée du réseau. On cherche ainsi à tirer parti d’informa-
tions complémentaires extraites de ces orientations (Zhao, Hu et al. 2022 ; Galazis
et al. 2022 ; Li, Wang, Zhang et al. 2020 ; Chen, Biffi et al. 2019).

Les architectures multi-tâches ont également montré leur efficacité pour la seg-
mentation cardiaque. Ces architectures reposent sur l’apprentissage de plusieurs
tâches afin d’améliorer la capacité de généralisation du réseau à partir de peu de
données. En effet, à la suite des travaux de Myronenko 2019, certains auteurs ont
intégré une branche de reconstruction en plus de la branche de segmentation pour
introduire davantage de régularisation (Chang et al. 2022 ; Habijan et al. 2021).
L’apprentissage multi-tâches est également utilisé pour combiner segmentation et
classification (Chen, Bai et Rueckert 2019 ; Dangi, Yaniv et Linte 2019 ; Peng et al.
2021 ; Zhang, Karanikolas et al. 2018) ainsi que segmentation et estimation de mou-
vement (Zhao, Feng et al. 2020 ; Qin, Bai et al. 2018 ; Xue et al. 2022). D’autres
approches pré-entrainent un réseau de reconstruction des annotations de segmenta-
tion et utilisent ce réseau de façon à obtenir une fonction de coût supplémentaire
pour régulariser le réseau de segmentation. L’idée est d’introduire des contraintes de
formes ("shape constraints") de sorte que les prédictions du réseau tiennent compte
de l’anatomie des patients (Yue et al. 2019 ; Oktay, Ferrante et al. 2018 ; Chen, Lyu
et al. 2023 ; Brahim et al. 2021).

Plusieurs travaux ont montré l’intérêt d’introduire des modules d’attention au
sein de toutes les couches convolutionnelles du réseau afin de rééchelonner les canaux
des cartes de caractéristiques (Q. Wang et al. 2020 ; Woo et al. 2018 ; Hu, Shen et al.
2019). L’idée est de passer de la carte de caractéristiques de taille C×H×W à une
carte d’attention de taille C× 1× 1 à l’aide d’une couche d’average ou max pooling.
Celle-ci permet d’identifier les canaux les plus importants et de déterminer des poids
d’attention par l’intermédiaire d’une fonction sigmoïde. Ces poids sont alors utili-
sés pour rééchelonner les cartes de caractéristiques initiales. Le principe est décrit
Figure 3.3. Ces modules permettent au réseau d’apprendre l’interdépendance entre
les caractéristiques afin de les recalibrer de façon dynamique. Le réseau peut ainsi
se concentrer sur les caractéristiques les plus informatives et réduire l’influence des
caractéristiques bruitées. Ces modules consomment peu de ressources mémoire et
peuvent être intégrés facilement au sein de blocs résiduels. Ils sont aussi souvent uti-
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lisés en conjonction de modules d’attention spatiale et ont été appliqués avec succès
à la segmentation cardiaque (Qayyum et al. 2020 ; Arega et Bricq 2020 ; Liu et Yang
2019 ; Chen, Zhou et al. 2022).

Figure 3.3 – Le module "Squeeze and excitation" (Hu, Shen et al. 2019) permettant
de porter une attention différente à chaque canal des cartes de caractéristiques.

Plus récemment, les transformers ont été largement utilisés pour la segmentation
d’images du cœur. Ces architectures sont le plus souvent intégrées au sein d’un U-
net. Du fait de l’absence de larges jeux de données publics, il est difficile de pré-
entrainer les transformers de façon efficace pour la segmentation. Par conséquent,
la plupart des travaux emploient soit un nombre limité de couches transformer à la
plus basse résolution (Chen, Lu et al. 2021 ; Wang, Wang, Liang et al. 2022 ; Xu,
Wu et al. 2021), soit des versions alternatives du transformer capables d’effectuer de
l’attention aux plus hautes résolutions grâce à une consommation mémoire réduite.
Le Swin Transformer (Z. Liu et al. 2021 ; Liu, Ning et al. 2022) a, par exemple, été
souvent utilisé pour la segmentation 3D (Grzeszczyk, Płotka et Sitek 2022 ; Maurya
et al. 2022 ; Tang, Yang et al. 2022) ou 2D (Fu et al. 2022 ; Yang, Liu et Liang 2024 ;
A et al. 2023) car, en effectuant l’attention au sein de fenêtres de petite taille, il rend
possible l’utilisation de la self-attention sur des cartes de caractéristiques de haute
résolution. Le principe d’attention de Swin est décrit Figure 3.4. D’autres approches
modifient le processus de self-attention afin d’en réduire la complexité, permettant
ainsi d’utiliser ces blocs d’attention à plusieurs niveaux de l’encodeur et du décodeur.
Ainsi, certaines approches emploient des convolutions avec stride ou des projections
linéaires pour réduire le nombre de tokens devant être traités par la couche de self-
attention (Gao, Zhou et Metaxas 2021 ; Huang, Deng et al. 2021). D’autres ont
recours à un processus d’attention linéaire qui calcule l’attention entre la key et la
value plutôt qu’entre la query et la key et utilise une fonction de normalisation afin
d’approximer la fonction softmax (Fan et al. 2023 ; Azad et al. 2022).
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Figure 3.4 – Swin Transformer (Z. Liu et al. 2021) effectue l’attention au sein de
fenêtres puis décale ces fenêtres et effectue l’attention une nouvelle fois au sein des
fenêtres décalées.

3.3 Mesures de performance des segmentations
Nous présentons dans cette section les principales métriques utilisées pour évaluer

la qualité des résultats de segmentation. Ces métriques permettent de mesurer la
similarité ou la distance entre une segmentation binaire prédite X et la segmentation
de vérité terrain Y .

Le score de Dice

Le score de Dice se définit de la façon suivante :

DSC =
2|X ∩ Y |
|X|+ |Y |

(3.13)

Dans le cadre de la classification binaire, le score de Dice se définit comme suit :

DSC =
2 · TP

2 · TP + FP + FN
(3.14)

où TP sont les vrais positifs, i.e. les pixels prédits comme appartenant à l’objet et
qui appartiennent effectivement à l’objet. FP sont les faux positifs, i.e. les pixels
prédits comme appartenant à l’objet alors qu’ils n’en font pas parti. FN sont les
faux négatifs, i.e. les pixels prédits comme n’appartenant pas à l’objet alors qu’ils
appartiennent en réalité à l’objet. Le score de Dice est compris entre 0 et 1 où une
valeur de 1 indique une segmentation parfaite.

L’indice de Jaccard (IOU)

On peut mesurer la qualité d’une segmentation binaire à l’aide du score de Jac-
card J , définit comme le rapport de l’intersection sur l’union entre la segmentation
prédite et la vérité terrain :

J(Y,X) =
|Y ∩X|
|Y ∪X|

=
|Y ∩X|

|Y |+ |X| − |Y ∩X|
=

TP

TP + FP + FN
(3.15)
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Comme le score de Dice, l’indice de Jaccard est compris entre 0 et 1. Par ailleurs,
on a la relation suivante avec le score de Dice :

J =
DSC

2−DSC
(3.16)

Par conséquent, le score de Dice et l’indice de Jaccard possèdent les mêmes proprié-
tés. En particulier, ces mesures ne tiennent pas compte de la distance entre les pixels
ce qui les rend moins appropriées que les mesures de distance lorsque l’objectif de
la segmentation est d’estimer avec précision les contours des structures. En outre,
puisque ces métriques intègrent le nombre total de pixels appartenant à l’objet au
dénominateur, elles sont sensibles à la taille de l’objet segmenté. En effet, une erreur
de segmentation de quelques pixels pour un petit objet diminuera le score de Dice
et l’indice de Jaccard de façon plus prononcé que pour un objet plus large. Il s’agit
d’un inconvénient des mesures reposant sur le calcul du "chevauchement" (overlap).
En effet, on peut considérer qu’il serait approprié d’attribuer un meilleur score à la
segmentation d’un petit objet lorsque le pourcentage de pixels correctement classifié
est le même que pour un grand objet.

Le score de Dice et l’indice de Jaccard donnent un score de 0 lorsque TP vaut
0. Autrement dit, quelle que soit la distance entre la segmentation prédite et la
segmentation de vérité terrain, ces mesures rapportent la même valeur lorsqu’il n’y
a pas d’intersection entre ces deux masques de segmentations. Dans le cas d’absence
d’intersection le score de Dice et l’indice de Jaccard sont donc moins informatifs que
les mesures de distance.

La distance de Hausdorff

La distance de Hausdorff (HD) rapporte la distance maximale parmi les distances
entre les points d’un ensemble non-vide X et le point le plus proche d’un autre
ensemble non-vide Y . Dans le cadre de la segmentation, X et Y sont les ensembles
composés, respectivement, des points de contour de l’objet prédits par le modèle et
les véritables points de contours de cet objet. Mathématiquement, la distance de
Hausdorff est donc définie comme suit :

HD(X, Y ) := max

{︃
sup
x∈X

d(x, Y ), sup
y∈Y

d(y,X)

}︃
(3.17)

avec d(a,B) := infb∈B d(a, b) et d(a, b) la distance euclidienne entre les points a ∈ A
et b ∈ B. Plutôt que de rapporter la distance maximale, il est également possible
de rapporter la plus petite distance supérieure à 95% des distances, on parle alors
de distance de Hausdorff 95 (HD95). Cela permet d’éviter d’avoir une mesure trop
sensible aux cas extrêmes.

Average Symmetric Surface Distance

L’Average Symmetric Surface Distance (ASSD) rapporte la moyenne des dis-
tances entre tous les points de X et le point le plus proche de Y . Mathématiquement,
en reprenant les notations de la partie 3.3 on a donc :

ASSD(X, Y ) =
1

|X|+ |Y |

(︄∑︂
x∈X

d(x, Y ) +
∑︂
y∈Y

d(y,X)

)︄
(3.18)

La Figure 3.5 présente la différence entre la HD, HD95 et l’ASSD.
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Figure 3.5 – Méthode de calcul de la HD, HD95 et ASSD (Reinke et al. 2022)

3.4 positionnement

De nos jours, de nombreux algorithmes de segmentation reposent sur l’appren-
tissage profond, et notamment l’architecture U-net (Ronneberger, Fischer et Brox
2015) (section 3.2) composée d’un encodeur, d’un décodeur et de "skip-connections"
entre l’encodeur et le décodeur. Ce design fusionne efficacement les informations
haute résolution de l’encodeur avec les caractéristiques sémantiquement riches du
décodeur. Cependant, une simple concaténation des cartes de caractéristiques de
l’encodeur et du décodeur s’est révélée sous-optimale (Wang, Wang, Zhong et al.
2021 ; Cao, Ma et al. 2022 ; Zhou, Siddiquee et al. 2018 ; Pang et al. 2019 ; Wang,
Cao et al. 2021). En effet, les cartes de caractéristiques de l’encodeur avec des dé-
tails locaux très précis, contiennent moins de caractéristiques sémantiquement riches
que les cartes de caractéristiques du décodeur et sont généralement plus bruitées. A
l’inverse, les cartes de caractéristiques en provenance du décodeur sont très riches
sémantiquement mais très peu précises au niveau des contours des formes. Ce phéno-
mène est connu sous le nom d”écart sémantique. Il est donc intéressant de réutiliser
les cartes de caractéristiques de l’encodeur dans le décodeur car cela permet de
réintroduire des informations de haute résolution.

Traditionnellement, des convolutions ont été utilisées pour essayer de combler
cet écart sémantique (Wang, Chen et al. 2022 ; Wang, Wang, Zhong et al. 2021 ; Ib-
tehaz et Rahman 2020) car elles permettent d’augmenter progressivement le champ
réceptif. Certains mécanismes de filtrage ont également été mis en œuvre pour fil-
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trer les caractéristiques transmises au décodeur en se basant sur les caractéristiques
provenant de tous les niveaux de l’encodeur (Li, Zhao et al. 2020), ou seulement du
niveau suivant (Islam et al. 2017). La plupart des méthodes qui ont spécifiquement
tenté de réduire l’écart sémantique utilise encore des convolutions ou repose sur la
self-attention. Les rares méthodes qui utilisent la cross-attention s’appuient soit sur
des couches transformer entières (Wang, Cao et al. 2021 ; Peiris et al. 2021) soit
utilisent une attention spatiale complète (Petit et al. 2021), qui sont toutes deux
coûteuses en termes de calcul.

En conséquence, ce travail se concentre sur la conception d’une nouvelle archi-
tecture de réseau capable de mieux gérer l’écart sémantique entre les données de
l’encodeur et du décodeur. Des travaux récents (Wang, Cao et al. 2021 ; Petit et al.
2021) ont montré que les mécanismes de cross-attention semblent être la solution
idéale pour déterminer, à partir des données sémantiquement riches du décodeur,
où porter l’attention pour obtenir des informations de localisation précises dans les
données de l’encodeur. Cependant, ces méthodes sont très coûteuses en termes de
nombre de paramètres et sont donc sujettes à une mauvaise généralisation lorsque
le nombre de données est limité. L’architecture proposée surmonte ce problème et
améliore les performances de segmentation évaluées sur des ensembles de données
publics et privés en effectuant l’attention au sein de fenêtres plus petites. Afin d’éva-
luer les forces et les faiblesses de la méthode, nous avons réalisé une étude détaillée
des résultats de segmentation. Sur le plan clinique, nous montrons que la méthode
proposée améliore également la précision des indices quantitatifs volumiques né-
cessaires pour diagnostiquer les maladies cardiovasculaires. Nous avons également
étudié la capacité de généralisation de l’algorithme sur de nouvelles bases de données
(données hors distribution) pour vérifier que la méthode pourrait être utilisée dans
différents centres, sans nécessiter de réapprentissage.

La première partie de cette étude présente l’architecture du réseau et comprend
une explication détaillée des Swin Filtering Blocks (SFB) utilisés pour combler
l’écart sémantique. Cette section décrit également les données et le protocole suivi
pour les expériences. Ensuite, les résultats obtenus avec cette architecture de réseau
sont présentés : une étude ablative, une comparaison avec la littérature, l’étude des
performances de généralisation et l’apport de l’entrainement sur toutes les images
du cycle cardiaque. Enfin, nous discutons nos résultats avant de conclure.
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Chapitre 4

Segmentation d’IRM cardiaque par
réseau de neurones avec attention
pour l’estimation de biomarqueurs

4.1 Méthode

Cette section détaille nos principales contributions, le jeu de données utilisé et les
validations effectuées comme résumé Figure 4.1 sous forme de diagramme en blocs.

4.1.1 Architecture du réseau

Le réseau proposé, appelé SFB-net (Swin Filtering Block network), utilise l’archi-
tecture U-net (Ronneberger, Fischer et Brox 2015) avec un encodeur, un décodeur et
des "skip-connections" entre les deux, comme illustré Figure 4.2. Des blocs convo-
lutionnels, représentés en bleu, ont été utilisés tout au long du réseau et ont été
doublés dans l’encodeur par rapport au décodeur pour améliorer la capacité d’enco-
dage du modèle (Myronenko 2019). Ces blocs contiennent 2 convolutions, chacune
suivie d’une couche de "batch-normalization" et d’une activation Gelu (Gaussian
Error Linear Unit (Hendrycks et Gimpel 2023)). Nous utilisons Gelu plutôt que
Relu dans tout le réseau pour rester cohérent avec la couche transformer qui est
généralement implémentée avec cette fonction d’activation. De plus, Gelu ne souffre
pas de l’effet "dying Relu" où l’activation donne toujours des sorties nulles pour les
entrées négatives, empêchant le réseau d’ajuster ses poids (Lu, Shin et al. 2020 ; Ar-
nekvist et al. 2020) (section 2.2.1). Le nombre de filtres a été doublé à chaque couche
de l’encodeur et divisé par deux pour les couches correspondantes du décodeur. De
plus, nous proposons d’utiliser des convolutions avec stride au lieu de couches de
pooling pour réduire la dimension des cartes de caractéristiques, car cela permet au
réseau d’effectuer cette opération plus facilement avec des paramètres apprenables.
Le nombre de sous-échantillonnages est faible, avec une carte de caractéristiques 8
fois plus petite que la taille de l’image en entrée pour la résolution la plus faible.
Le sur-échantillonnage a été réalisé à l’aide de convolutions transposées 2D. Pour
compenser la faible profondeur du réseau, ce qui pourrait réduire son champ récep-
tif, nous introduisons une couche transformer conventionnelle au point le plus étroit
(représentée en violet). Cela permet au réseau de tirer parti de l’information contex-
tuelle globale. Les couches transformers n’ont pas été utilisées dans l’encodeur et le
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Figure 4.1 – Diagramme en blocs de l’approche proposée. Notre réseau est testé
sur deux ensembles de données et nous évaluons les conséquences de l’entraînement
uniquement avec les images des phases ED et ES par rapport à toutes les images du
cycle cardiaque. SFB : Swin Filtering Block.

décodeur, car il a été démontré que les convolutions à des résolutions plus élevées
conduisaient à de meilleures performances (Wang, Xie, Lin et al. 2022 ; Xiao et al.
2021 ; Dai, Liu et al. 2021). En effet, les convolutions généralisent mieux ce qui a été
appris aux images non vues que les transformers et extraient plus efficacement l’in-
formation locale se situant à des résolutions plus élevées. Un résumé de l’architecture
de notre réseau se trouve en annexe (tableau 1).

La deep-supervision a été appliquée à chaque niveau du décodeur. Plus préci-
sément, les segmentations de vérité terrain sont sous-échantillonnées pour corres-
pondre aux résolutions à chaque niveau du décodeur. Les poids de la fonction de
coût, αi∀i ∈ 0, 1, 2 pour chaque résolution, sont divisés par deux lorsque la taille de
l’image est sous-échantillonnée et normalisés de sorte que la somme des poids soit
égale à 1. La fonction de coût finale est la somme pondérée des erreurs obtenues à
chaque niveau du décodeur et est définie comme suit :

L = α1 × LH,W + α2 × LH
2
,W
2
+ α3 × LH

4
,W
4

(4.1)

Où H et W représentent respectivement la hauteur et la largeur de l’image d’entrée.
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Figure 4.2 – Représentation de SFB-net. La deep-supervision est utilisée dans
le décodeur. Les blocs convolutionnels sont représentés en bleu, les Swin Filtering
blocks (SFB) en jaune, et la couche transformer conventionnelle en violet.

Avec :

αi =
1

2i−1∑︁3
j=1 αj

∀i ∈ {1, 2, 3} (4.2)

Pour une comparaison équitable avec les études précédentes (Zhou, Guo et al. 2022 ;
Isensee et al. 2018), la fonction de coût L à chaque niveau de résolution est définie
comme la somme de l’entropie croisée et du critère de Dice :

L = Ldice + LCE (4.3)
avec

Ldice = − 2

|K|
∑︂
k∈K

(︃ ∑︁
i∈I u

k
i v

k
i∑︁

i∈I u
k
i +

∑︁
i∈I v

k
i

)︃
(4.4)

LCE = − 1

|I|
∑︂
i∈I

∑︂
k∈K

vki log(u
k
i ) (4.5)

où u est la sortie softmax du réseau et v est un codage one-hot de la carte de
segmentation de vérité terrain. u et v ont tous les deux une forme I ×K avec i ∈ I
représentant le nombre de pixels dans le patch/batch d’entraînement et k ∈ K
représentant les classes.

4.1.2 Swin Filtering Blocks

Nous proposons également d’introduire un mécanisme de filtrage au niveau des
skip connections entre l’encodeur et le décodeur, comme illustré par les blocs jaunes
Figure 4.2 et décrit plus en détails Figure 4.3. L’objectif est de permettre au décodeur
de filtrer les informations non pertinentes provenant de l’encodeur. Plus précisément,
les cartes de caractéristiques de l’encodeur contiennent du bruit qui pourrait être
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éliminé avant la concaténation avec les cartes de caractéristiques du décodeur. Pour
ce faire, les informations locales contenues dans les cartes de caractéristiques haute
résolution de l’encodeur et situées dans les zones soulignées par des cartes de carac-
téristiques sémantiquement riches du décodeur ont été mises en avant, tandis que
les réponses dans les autres zones bruitées ont été atténuées. Nous avons utilisé un
processus d’attention au sein de fenêtres et de fenêtres décalées (Liu, Lin et al. 2021)
plutôt que la Multi-Head-Self-Attention (MHSA), (Vaswani et al. 2017), de façon à
réduire la consommation mémoire et le temps d’entrainement. La "Windowed Multi
Head Self Attention" (W-MHSA) réalise une attention au sein de fenêtres de M par
M patchs. La "Shifted Window Multi-Head Self Attention" (SW-MHSA), décale les
fenêtres de ⌊M

2
⌋ patchs dans les directions x et y afin que l’attention puisse être

réalisée entre des patchs appartenant à différentes fenêtres. La W-MHSA se définit
comme suit :

W-MHSA (Q,K, V ) = Softmax
(︃
QKT

√
d

+B

)︃
V (4.6)

où Q,K et V ∈ RM2×d sont respectivement la query, key et value de dimension d,
et B ∈ RM2×M2 est le biais de position relative apprenable ajouté à chaque tête qui
encode la position relative entre les patchs. Q,K et V sont des tenseurs générés à
partir d’une carte de caractéristiques F à l’aide de projections linéaires distinctes
comme suit :

QF = FAT
Q + bQ (4.7)

KF = FAT
K + bK (4.8)

VF = FAT
V + bV (4.9)

avec bi ∈ Rd le biais et Ai ∈ Rd×d une matrice de poids pour i ∈ {Q,K, V }. QF , KF

et VF sont la query, key et value générées à partir de la carte de caractéristiques F .
Les blocs W-MHSA et SW-MHSA sont utilisés pour réaliser la cross-attention entre
les cartes de caractéristiques de l’encodeur et du décodeur. La cross-attention utilise
le même procédé que la self-attention mais avec la query, key et value provenant de
cartes de caractéristiques différentes. Étant donné que les cartes de caractéristiques
provenant de l’encodeur sont redimensionnées en fonction de celles du décodeur,
la value est choisie comme provenant de l’encodeur tandis que la query et la key
proviennent du décodeur :

CAout = SW-MHSA (QFdec , KFdec ,W-MHSA (QFdec , KFdec , VFenc)) (4.10)

Où Fdec et Fenc sont les cartes de caractéristiques provenant respectivement du déco-
deur et de l’encodeur. Le résultat est passé à une fonction sigmoïde σ pour générer
des poids w variant de 0 à 1 utilisés pour redimensionner la carte de caractéristiques
de l’encodeur :

w = σ (conv (CAout)) (4.11)

où conv est une convolution standard avec un noyau de taille 1 par 1 suivie d’une
couche de batch-normalisation. Enfin, la carte de caractéristiques de l’encodeur re-
dimensionnée Fout est obtenue en appliquant le produit de Hadamard ⊙ entre les
poids calculés w et la carte de caractéristiques originale de l’encodeur :

Fout = Fenc ⊙ w (4.12)
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Figure 4.3 – Représentation schématique des Swin Filtering Blocks (SFB) utilisés
entre l’encodeur et le décodeur. w sont les poids obtenus par la cross-attention et
utilisés pour filtrer la carte de caractéristiques de l’encodeur. W-MHSA : Windowed
Multi Head Self Attention, SW-MHSA : Shifted Window Multi-Head Self Attention.

4.1.3 Données IRM et population étudiée

Les résultats suivants sont obtenus à partir des jeux de données ACDC (section
2.5.2) et Quorum (section 2.5.5). La version de Quorum traité par le logiciel Medis
est utilisé pour l’étude de la capacité de généralisation du réseau (section 4.2.4).
La version traité par CardioTrack est employé pour évaluer les conséquences d’un
entrainement sur toutes les phases du cycle cardiaque (section 4.2.5).

4.1.4 Détails d’implémentation

Pour le jeu de données ACDC, une validation croisée à 5 folds a été utilisée pour
évaluer les performances du modèle. Pour le jeu de données Quorum, nous utilisons
80 % des patients pour l’entraînement et 20 % pour les tests. 20 % des patients de
l’ensemble d’entraînement sont utilisés pour la validation. Le nombre de patients
dans les ensembles d’entraînement et de test est fourni Tableau 4.1.

Table 4.1 – Nombre de patients et d’images dans les ensembles d’entraînement et
de test pour ACDC et Quorum. Pour ACDC, le nombre moyen de coupes 2D par
fold est rapporté.

Dataset Train (# images) Test (# images)
ACDC (1 fold) 80 (1521.6) 20 (380.4)
Quorum (section 4.2.4) 124 (2629) 39 (780)
Quorum (section 4.2.5) 174 (22743) 54 (6375)

SFB-net est implémenté avec PyTorch et entraîné sur une Tesla V100 SXM2
de 16 Go. Le framework nnU-net (Isensee et al. 2018) est utilisé comme point de
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départ pour ce travail. L’optimiseur AdamW et un rythme de décroissance cosinus
sont utilisés pour l’entraînement. Le pas d’apprentissage initial et le weight decay
sont tous deux fixés à 0,0001. Pour une comparaison équitable avec d’autres études
(Zhou, Guo et al. 2022 ; Isensee et al. 2018), le nombre d’epochs d’entraînement est
fixé à 1000. Chaque epoch est constituée de 250 itérations (échantillonnage aléatoire
des images d’entraînement pour former un batch. 250 est la valeur par défaut du
framework nnU-net). La taille du batch est de 10 pour ACDC et de 6 pour le jeu
de données interne. Les poids du modèle après la dernière epoch sont sélectionnés
pour l’inférence.
Nous avons conservé les prétraitements de nnU-net : avant l’entraînement, toutes
les images sont rééchantillonnées pour avoir une taille de pixel égale à la médiane
sur le jeu de données. Comme nous utilisons un réseau 2D, aucun rééchantillonnage
n’est effectué le long de l’axe z du volume. Les images 2D sont rognées au centre
pour avoir une taille de 224x224 pixels pour ACDC et de 288x288 pixels pour le jeu
de données Quorum. Avant de les passer au réseau, les images sont normalisées pour
qu’elles aient une moyenne de 0 et un écart-type de 1. Un large éventail d’augmen-
tations de données a été appliqué dynamiquement pendant l’entraînement pour les
jeux de données ACDC et Quorum : rotation, mise à l’échelle, ajustement gamma,
ajustement de la luminosité, mirroring, modification du contraste, simulation de
basse résolution, bruit et flou. Plus d’informations sur l’augmentation de données
sont disponibles en annexe .1.1. L’augmentation des données au moment du test est
aussi utilisée car c’est le paramètre par défaut de nnU-net.
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4.2 Résultats

4.2.1 Résultats et étude ablative

Les résultats en termes de score de Dice, d’intersection sur l’union (IOU), de dis-
tance de Hausdorff (HD) et de distance de surface symétrique moyenne (ASSD) pour
le jeu de données ACDC sont présentés dans le Tableau 4.2. Nous avons également
mené une étude ablative pour évaluer de façon plus précise l’apport des différents
composants de SFB-net. Celui-ci a été comparé à trois variantes :

— SFB-net sans SFBs (SFB).
— SFB-net sans transformer : SFB-net où la couche transformer au bottleneck

est remplacée par une convolution avec un noyau de taille 3 × 3 pixels (512
filtres en entrée, 512 en sortie).

— SFB-net sans d-s : SFB-net sans deep-supervision.

Table 4.2 – Etude ablative sur ACDC.
Étude ablative réalisée sur le jeu de données ACDC. Le score de Dice, le score d’Intersection sur
l’Union (IOU), la distance de surface symétrique moyenne (ASSD) et la distance de Hausdorff
(HD) sont obtenus avant post-traitement sur 5 folds et rapportés comme moyenne ± écart-type.
Les valeurs en gras correspondent aux meilleures performances pour la structure cardiaque. SFB =
Swin Filtering Block, d-s = deep-supervision. Les p-value rapportées se réfèrent à la comparaison
entre le SBF-net de référence et la méthode de la ligne courante. Elles sont calculées à l’aide du
test de rangs signés de Wilcoxon.

Modèles Moyenne VG MYO VD

Dice

SFB-net 92.45± 3.15 95.04± 4.29 90.83± 2.99 91.50± 6.45

SFB-net sans SFBs 92.42± 3.31
p=0.1140

94.86± 4.65
p=0.1224

90.77± 2.90
p=0.2114

91.63± 6.47
p=0.3008

SFB-net sans transformer 92.26± 3.35
p=0.0159

94.75± 4.62
p=0.0825

90.62± 3.20
p=0.0011

91.41± 6.47
p=0.3870

SFB-net sans d-s 92.41± 3.22
p=0.3236

94.74± 4.86
p=0.2544

90.73± 3.12
p=0.8079

91.75± 5.86
p=0.8544

IOU

SFB-net 86.36± 4.98 90.83± 6.96 83.33± 4.86 84.91± 9.80

SFB-net sans SFBs 86.29± 5.16
p=0.1093

90.54± 7.37
p=0.1195

83.22± 4.72
p=0.1966

85.12± 9.70
p=0.3031

SFB-net sans transformer 86.04± 5.28
p=0.0147

90.35± 7.34
p=0.0845

82.99± 5.17
p=0.0012

84.77± 9.91
0.3783

SFB-net sans d-s 86.26± 5.11
p=0.3165

90.35± 7.69
p=0.2565

83.18± 5.06
p=0.8041

85.25± 9.09
p=0.8649

ASSD (mm)

SFB-net 0.55± 0.49 0.46± 0.75 0.43± 0.30 0.76± 1.00

SFB-net sans SFBs 0.56± 0.55
p=0.1357

0.51± 0.84
p=0.4581

0.45± 0.35
p=0.0986

0.72± 0.99
p=0.5231

SFB-net sans transformer 0.60± 0.51
p=0.0128

0.54± 0.72
p=0.0718

0.50± 0.47
p=0.0006

0.76± 0.98
p=0.3964

SFB-net sans d-s 0.58± 0.56
p=0.0928

0.55± 0.93
p=0.3230

0.48± 0.46
p=0.3147

0.70± 0.85
p=0.2721

Hausdorff distance (mm)

SFB-net 9.24± 6.29 6.73± 7.48 7.99± 8.02 12.99± 11.04

SFB-net sans SFBs 10.22± 8.13
p=0.1037

7.78± 9.78
p=0.2465

8.66± 9.44
p=0.2332

14.23± 13.96
p=0.4159

SFB-net sans transformer 11.49± 10.96
p=0.0350

9.18± 14.15
p=0.0419

11.51± 17.66
p=0.0176

13.78± 11.63
p=0.0755

SFB-net sans d-s 10.55± 8.91
p=0.0586

8.13± 10.66
p=0.0945

9.21± 11.32
p=0.3231

14.30± 13.93
p=0.0209
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Les trois variantes d’ablation ont environ 21 millions de paramètres. Cette étude
ablative a montré que pour la plupart des variantes, une légère baisse des perfor-
mances est observée, bien qu’elle n’ait pas atteint de signification statistique, comme
en témoigne l’augmentation légère de l’ASSD et de la HD ainsi que la légère dimi-
nution du score Dice et de l’IOU par rapport à SFB-Net. La Figure 4.4 illustre un
exemple de carte de caractéristiques provenant de l’encodeur avant et après avoir été
filtré par le SFB. La carte de caractéristiques a été prise à la résolution la plus élevée
du réseau et moyennée le long de la dimension des caractéristiques. On peut voir
que les caractéristiques qui ne correspondent pas aux structures cardiaques ont une
contribution moindre dans cette nouvelle carte. Enfin, le remplacement du transfor-
mer au bottleneck par une seule convolution a entraîné une détérioration significative
des performances, comme en témoigne l’augmentation plus marquée de l’ASSD et
de la HD ainsi qu’une notable diminution du score de Dice et de l’IOU par rapport à
SFB-Net. La Figure 4.5 illustre les résultats de segmentation avant post-traitement
de SFB-net et de SFB-net avec la couche transformer au bottleneck remplacée par
une convolution. La Figure 4.6 montre la distribution de l’ASSD à travers les niveaux
de coupes dans le volume cardiaque pour chaque structure cardiaque. Le nombre de
coupes avec un ASSD ≥ 5 mm était faible et similaire pour le VG et le myocarde,
mais plus élevé pour le VD surtout pour les coupes les plus basales. Les coupes les
moins bien segmentées sur ACDC sont également illustrées Figure 4.7. Ces coupes
se situent dans la partie la plus à la base du coeur et présentent des caractéristiques
communes avec un ventricule droit commencant à se diviser en deux partie. Pour ces
coupes, le réseau éprouve des difficultés à déterminer si le ventricule droit doit être
segmenté car cette structure n’apparait pas segmenté pour tous les patients dans la
vérité terrain.

Figure 4.4 – (a) Image passée en entrée du réseau. (b) et (c) cartes de caractéris-
tiques provenant de l’encodeur avant et après avoir été filtrée par le SFB respecti-
vement. La carte de caractéristiques a été extraite à la résolution la plus élevée et
moyennée sur la dimension des caractéristiques.
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Figure 4.5 – Comparaison des résultats de segmentation entre SFB-net et SFB-net
sans transformer sur ACDC. (a) Image originale à segmenter, (b) segmentation de
vérité terrain, (c) prédictions de SFB-net, (d) prédictions de SFB-net avec la couche
transformer remplacée par une convolution avec noyau de taille 3× 3 pixels.
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(a) (b) (c)

Figure 4.6 – ASSD en fonction du niveau de coupe dans le volume cardiaque
exprimé en pourcentage (0 % pour la coupe la plus basale, 100 % pour la coupe la
plus apicale). (a) ventricule gauche, (b) myocarde, (c) ventricule droit. Mieux vu en
zoomant.

Figure 4.7 – Illustration de segmentations de mauvaise qualité identifiées par leur
ASSD élevée, où les contours de vérité terrain sont en vert et les prédictions en
rouge.

4.2.2 Comparaison à l’etat de l’art

Le Tableau 4.3 présente les résultats de comparaison sur ACDC entre notre ap-
proche SFB-net et 6 méthodes récentes de la littérature (à savoir nnU-net, 2021
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(Isensee et al. 2018) ; Ω-net, 2018 (Vigneault et al. 2018) ; TransUnet, 2021 (Chen,
Lu et al. 2021) ; SwinUnet, 2022 (Cao, Wang et al. 2021) ; Unetr, 2022 (Hatamiza-
deh et al. 2021) ; nnFormer, 2021 (Zhou, Guo et al. 2022)). Les résultats rapportés
proviennent des articles correspondant à ces méthodes, sauf pour nnU-net qui a été
réimplémenté. Ces comparaisons révèlent que SFB-net atteint le meilleur score de
Dice moyen (92,49 %), ainsi que le meilleur score de Dice pour le myocarde (90,85 %),
tandis que les scores de Dice du ventricule gauche (95,08 %, 5e / 7) et du ventricule
droit (91,53 %, 2e / 7) sont légèrement inférieurs aux résultats de la littérature.

Table 4.3 – Comparaison à l’état de l’art sur ACDC.
La métrique rapportée est le score de Dice. Seuls les résultats de nnU-net et SFB-net ont été
recalculés. Les autres résultats sont extraits des articles. Les valeurs en gras correspondent aux
performances les plus élevées pour la structure cardiaque considérée.

Méthode Moyenne VG MYO VD
nnU-net (Isensee et al. 2018) 91.75 94.40 90.18 90.67
Ω-net (Vigneault et al. 2018) 92.16 95.40 89.10 92.00
TransUnet (Chen, Lu et al. 2021) 89.71 95.73 84.54 88.86
SwinUnet (Cao, Wang et al. 2021) 90.00 95.83 85.62 88.55
Unetr (Hatamizadeh et al. 2021) 88.61 94.02 86.52 85.29
nnFormer (Zhou, Guo et al. 2022) 92.06 95.65 89.58 90.94
SFB-net 92.49 95.08 90.85 91.53

4.2.3 Paramètres volumétriques

Les associations entre les indices volumétriques prédits et de vérité terrain pour
chaque structure cardiaque du jeu de données ACDC sont présentées dans le Tableau
4.4. Les statistiques du graphique de Bland-Altman sont égalements raportées dans
ce tableau. En rapportant le biais moyen de Bland et Altman à la valeur de vérité
terrain moyenne on obtient une valeur de biais relative en pourcentage : dr = d̄

Ȳ
avec

Ȳ = 1
n

∑︁n
i=1 Yi, n le nombre de volumes, et Yi la valeur de vérité terrain pour un

volume spécifique. Les limites d’agréments (LoA) se définissent de la façon suivante :

LoA = d̄± 1.96× σ (4.13)

avec σ l’écart type des différences. Les limites d’agréments forment un intervalle
comprenant 95% des différences entre les valeurs prédites et les valeurs de vérité
terrain pour un paramètre volumétrique.
Les valeurs de vérité terrain ont été calculées à partir des annotations de segmenta-
tion. Les corrélations entre les mesures prédites et de vérité terrain étaient élevées
(ρ > 0.9) pour tous les paramètres, avec des biais de Bland-Altman (d̄) faibles (< 2%
sauf pour le volume d’éjection du ventricule droit : biais = -2,27 %) et des limites
d’agrément étroites. Les p-values sont toutes supérieures au seuil de significativité
fixé à 0.05, sauf pour le volume télédiastolique du VG (p=0.0034). Cela montre qu’il
n’y a pas de différence significative par rapport aux valeurs de vérité terrain.
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Table 4.4 – Associations entre les paramètres quantitatifs volumétriques prédits et
de vérité terrain sur le jeu de données ACDC.
Coefficients de corrélation ρ et biais moyen de Bland-Altman d, ainsi que les limites d’agrément
(LoA) estimées entre les indices quantitatifs prédits et réels sur ACDC. Les biais moyens relatifs
dr sont rapportés en pourcentage de la valeur réelle correspondante. Les p-values sont calculées à
l’aide du test de rangs signés de Wilcoxon entre les valeurs prédites et réelles.

Paramètre ρ dr (%) d̄ p-value
Volume télédiastolique du VG (ml) 1.0 -0.96 -1.585 [-11.295, 8.126] 0.0034
Volume télésystolique du VG (ml) 1.0 -1.26 -1.249 [-14.675, 12.177] 0.0908
Fraction d’éjection du VG (%) 0.98 0.26 0.122 [-7.439, 7.683] 0.9347
Volume d’éjection du VG (ml) 0.96 -0.51 -0.335 [-14.101, 13.430] 0.2471
Masse télédiastolique du MYO (g) 0.99 1.04 1.358 [-15.034, 17.751] 0.2542
Masse télésystolique du MYO (g) 0.99 0.44 0.657 [-17.546, 18.859] 0.4023
Volume télédiastolique du VD (ml) 0.98 -1.05 -1.607 [-20.574, 17.361] 0.0709
Volume télésystolique du VD (ml) 0.97 -0.10 -0.083 [-26.639, 26.473] 0.3153
Fraction d’éjection du VD (%) 0.90 -0.59 -0.276 [-15.597, 15.045] 0.5274
Volume d’éjection du VD (ml) 0.89 -2.27 -1.523 [-28.548, 25.501] 0.2726

4.2.4 Performances de généralisation

Le tableau 4.5 compare les performances de notre modèle entraîné et testé soit
sur le jeu de données Quorum, soit sur ACDC et quelques exemples qualitatifs sont
montrés Figure 4.8. Le jeu de données ACDC contient des coupes basales où le VD
apparaît en deux parties, comme illustré Figure 4.9. Ces coupes n’existent pas dans la
base de données Quorum. Par conséquent, afin d’éviter des résultats anormalement
bas pour le VD sur ces coupes, les métriques du VD lors des tests sur ACDC ont été
calculées sans prendre en compte les 2 coupes les plus basales. Les modèles testés
sur le même jeu de données que celui sur lequel ils ont été entraînés ont montré
de meilleurs résultats que les autres modèles. La diminution du score de Dice est
plus prononcée pour le VD que pour les autres structures (le modèle entraîné sur
ACDC et testé sur Quorum atteint un score de Dice inférieur de 5.12, 4.25 et 1.44
points pour le VD, le MYO et le VG respectivement par rapport aux tests sur le
jeu de données ACDC). La Figure 4.10a montre le graphique de fréquence cumulée
des scores de Dice de chaque modèle. Environ 20% des volumes ont un score de
Dice inférieur à 92 pour les modèles entraînés et testés sur le même jeu de données,
contre environ 60% pour les autres. La Figure 4.10b montre le score de Dice des
coupes 2D par rapport à leur profondeur dans les volumes. On peut voir que l’écart
de performance est de 5 points de Dice pour les coupes basales et intermédiaires
dans les volumes. Cependant, la différence de performance est plus prononcée pour
les coupes apicales, surtout lors des tests sur le jeu de données Quorum. En effet,
pour cet ensemble de test, le modèle entraîné sur ACDC a un score de Dice inférieur
de 30 points par rapport au modèle entraîné sur le jeu de données Quorum pour les
coupes les plus apicales.
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Table 4.5 – Performances de généralisation
Les scores de Dice, IOU, ASSD et HD sont rapportés sous la forme moyenne ± écart-type. Les
p-values sont calculées entre le modèle entraîné sur l’ensemble de données Quorum et testé sur
ACDC, et le modèle à la fois entraîné et testé sur ACDC (troisième et quatrième ligne pour
chaque métrique). Le test des rangs signés de Wilcoxon est utilisé pour calculer ces p-values. Lors
des tests sur ACDC, les résultats du VD pour les 2 coupes les plus basales n’ont pas été pris en
compte.

train test Moyenne VG MYO VD

Dice

ACDC Quorum 88.99± 4.44 93.64± 3.56 86.59± 5.25 86.75± 6.72
Quorum Quorum 92.14± 3.69 95.12± 3.10 89.22± 5.33 92.08± 3.95
ACDC ACDC 92.60± 2.94 95.08± 4.17 90.84± 2.98 91.87± 5.89

Quorum ACDC 89.66± 4.03 93.76± 4.87 87.33± 4.23 87.90± 8.10
< 0.0001 < 0.0001 < 0.0001 < 0.0001

IOU

ACDC Quorum 80.71± 6.62 88.24± 5.94 76.69± 7.40 77.19± 9.96
Quorum Quorum 85.76± 5.77 90.84± 5.31 80.90± 7.71 85.55± 6.47
ACDC ACDC 86.57± 4.62 90.90± 6.78 83.36± 4.85 85.44± 8.82

Quorum ACDC 81.87± 5.96 88.61± 7.82 77.75± 6.29 79.24± 11.53
< 0.0001 < 0.0001 < 0.0001 < 0.0001

ASSD (mm)

ACDC Quorum 0.71± 0.42 0.51± 0.33 0.60± 0.31 1.03± 0.88
Quorum Quorum 0.42± 0.25 0.37± 0.29 0.44± 0.28 0.44± 0.27
ACDC ACDC 0.43± 0.38 0.42± 0.58 0.42± 0.25 0.45± 0.71

Quorum ACDC 0.70± 0.57 0.62± 0.73 0.75± 0.78 0.74± 0.86
< 0.0001 < 0.0001 < 0.0001 < 0.0001

HD (mm)

ACDC Quorum 9.79± 3.25 6.02± 2.01 8.75± 3.69 14.43± 7.12
Quorum Quorum 7.08± 2.17 5.00± 1.91 6.73± 2.95 9.49± 4.75
ACDC ACDC 8.20± 4.19 6.04± 4.39 7.14± 4.81 11.42± 8.44

Quorum ACDC 10.37± 5.21 7.26± 5.18 11.44± 9.74 12.41± 7.09
< 0.0001 0.0288 < 0.0001 < 0.0001

Figure 4.8 – Exemple de coupes segmentées pour les 3 volumes les moins perfor-
mants en termes de score de Dice sur l’ensemble de données ACDC. Les contours
du VD sont en rouge, les contours du myocarde en vert et ceux du VG en bleu.
(a) Annotations de référence, (b) prédictions du modèle entraîné sur ACDC et (c)
prédictions du modèle entraîné sur Quorum. Mieux vu en zoomant.
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Figure 4.9 – Coupes basales problématiques dans ACDC (Rouge : annotation VD,
bleu : VG, vert : myocarde). (a) : Les volumes ACDC contiennent des coupes basales
où le VD semble être divisé en deux parties distinctes, par conséquent aucune an-
notation n’est présente. (b) Dans le jeu de données Quorum, ces coupes n’existaient
pas. À la place, le VD dans les coupes les plus basales présentait une séparation
moins visible qui n’entraînait pas la suppression de l’annotation.

(a) (b)

Figure 4.10 – Performances de généralisation pour les modèles entraînés/testés sur
ACDC ou le jeu de données Quorum. (a) Graphique de fréquence cumulées des scores
de Dice. (b) Scores de Dice de chaque coupe prise individuellement par rapport à la
profondeur relative dans les volumes. Les résultats ont été interpolés sur le nombre
maximum de coupes dans un volume. 0 % représente la tranche la plus basale et
100 % la plus apicale.
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4.2.5 Utilisation de toutes les images du cycle cardiaque

Dans le tableau 4.6, les résultats de notre modèle, entraîné sur toutes les phases
du jeu de données Quorum, sont comparés aux performances du même modèle mais
entraîné uniquement sur les phases ED et ES. Ce dernier modèle a montré une lé-
gère détérioration des performances pour toutes les métriques de segmentation (Dice
moyen : -0,23, ASSD moyen : +0,01 mm, HD moyen : +0,15 mm). Cependant, l’en-
traînement uniquement avec les phases ED et ES a eu un impact plus prononcé
sur les mesures de déformations radiales et circonférentielles du VG ainsi que sur
les mesures de déformations circonférentielles du VD. En effet, les corrélations sont
respectivement de 0,63, 0,76 et 0,12 contre 0,72, 0,84 et 0,57 pour le modèle entraîné
sur toutes les phases. Pour l’indice de pic de déformation, l’impact est moins percep-
tible avec la même corrélation radiale pour le VG et une corrélation circonférentielle
du VG (VD) de 0,88 (0,87) contre 0,90 (0,82) lors de l’entraînement sur toutes les
phases. En ce qui concerne les valeurs de pic de déformation circonférentielle du VD,
l’entraînement uniquement avec les phases ED et ES conduit à davantage de valeurs
aberrantes, comme indiqué par les limites d’agréments plus larges ([-34,91 ; 33,41]
contre [-13,03 ; 11,54] pour le modèle entraîné avec toutes les phases). La Figure
4.11 affiche les scores de Dice des deux algorithmes par rapport au numéro de phase
dans le cycle cardiaque. Les phases ont été triés de façon à commencer par l’ED et
les résultats ont été interpolés sur le nombre maximum de phases dans l’ensemble
de test. On peut voir qu’en moyenne, il y a un écart de 0,2 points de Dice pour les
phases proches de l’ED ou de l’ES, tandis que la différence est d’environ 0,5 points
de Dice pour les phases les plus éloignées de l’ED ou de l’ES (par exemple autour
des phases numéro 35 à 40).

Table 4.6 – Comparaison d’un entrainement sur toutes les phases et seulement sur
les phases ED et ES.
Le modèle entraîné sur toutes les phases du cycle cardiaque du jeu de données Quorum est comparé
au même modèle, mais entraîné uniquement sur les images ED et ES. Les scores de Dice, ASSD,
IOU et HD sont rapportés sous forme de moyenne ± écart type (en mm).

Metrique Toutes las phases Seulement ED et ES

Segmentation

Dice moyen 93.21 ± 1.58 92.98 ± 1.70
IOU moyen 87.46 ± 2.63 87.08 ± 2.81

ASSD moyen (mm) 0.14 ± 0.08 0.15 ± 0.09
HD myen (mm) 4.12 ± 1.20 4.27 ± 1.21

Déformation radiale VG

Correlation pic ES 0.72 0.63
Biais moyen pic ES [LoA] 1.22[−28.75; 31.16] 6.317[−29.35; 41.99]

Biais relatif moyen pic ES (%) 1.97 10.19
Correlation indices pic ES 0.84 0.84

Biais moyen indices pic ES [LoA] 0.07[−3.49; 3.64] 0.21[−3.41; 3.82]
Biais relatif moyen indices pic ES (%) 0.54 1.52

Déformation circonférentielle VG

Correlation pic ES 0.84 0.76
Biais moyen pic ES [LoA] −0.273[−4.00; 3.45] −0.663[−5.14; 3.81]

Biais relatif moyen pic ES (%) 1.45 3.52
Correlation indices pic ES 0.90 0.88

Biais moyen indices pic ES [LoA] −0.10[−3.01; 2.82] −0.01[−3.16; 3.14]
Biais relatif moyen indices pic ES (%) −0.70 −0.09

Déformation circonférentielle VD

Correlation pic ES 0.57 0.12
Biais moyen pic ES [LoA] −0.74[−13.03; 11.54] −0.75[−34.91; 33.41]

Biais relatif moyen pic ES (%) 4.92 4.97
Correlation indices pic ES 0.82 0.87

Biais moyen indices pic ES [LoA] −0.17[−6.18; 5.84] 0.34[−4.93; 5.62]
Biais relatif moyen indices pic ES (%) −1.17 2.34
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Figure 4.11 – Score de Dice moyen en fonction de la phase du cycle cardiaque pour
notre modèle entraîné sur toutes les phases et notre modèle entraîné uniquement avec
les phases ED et ES. Les résultats sont interpolés sur la longueur maximale d’une
séquence dans l’ensemble de test.

4.3 Discussion

Bien que visuellement, nos Swin Filtering Blocks semblent être capables de ré-
duire l’écart sémantique, cela ne s’est pas matérialisé par une augmentation signifi-
cative des performances de segmentation. La couche transformer au bottleneck, qui,
comme les SFB, repose également sur l’attention, a apporté une augmentation signi-
ficative des performances par rapport à l’utilisation d’une convolution, démontrant
que les mécanismes d’attention peuvent effectivement contribuer à améliorer les per-
formances de segmentation. De plus, l’architecture proposée permet de prédire avec
précision des indices quantitatifs volumétriques cliniques et généralise bien aux don-
nées provenant de différents centres et fabricants. Enfin, l’entraînement uniquement
sur les phases ED et ES entraîne une légère diminution des performances de segmen-
tation, mais l’implication sur les mesures de déformation radiale et circonférentielle
est plus marquée.

L’utilisation d’une couche transformer au bottleneck plutôt qu’une convolution
permet au réseau de prédire des segmentations plus cohérentes. En effet, il est plus
rare que des structures cardiaques soient prédites à deux positions différentes. Cela
peut s’expliquer par le champ réceptif plus grand de ces couches qui a permis de
bénéficier d’une information contextuelle plus étendue. Cette constatation est éga-
lement conforme à une étude précédente (Raghu et al. 2021) qui a montré que les
architectures transformer préservent mieux les informations spatiales des données
d’entrées à travers le réseau que les réseaux de neurones convolutionnels (CNN).
La capacité à segmenter chaque structure cardiaque comme une seule composante
confirme également que les transformers, comme les humains, s’appuient davantage
sur les formes pour prendre des décisions, contrairement aux convolutions qui uti-
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lisent principalement les textures (Tuli et al. 2021). En examinant les cartes de
caractéristiques filtrées par les SFB, on peut remarquer que les réponses bruitées en
dehors des structures cardiaques ont été réduites tandis que les zones importantes
ont été mises en évidence, suggérant que les SFB ont contribué à réduire l’écart sé-
mantique. De manière intéressante, dans ces cartes, la zone de la cavité ventriculaire
gauche n’est pas aussi lumineuse que les autres zones du cœur. Cela peut venir du
fait que, puisque le VG est encerclé par le myocarde, le réseau peut se contenter
d’apprendre à délimiter le myocarde et en déduire ensuite la forme du VG.

Le graphique de l’ASSD en fonction du niveau de la coupe dans le volume a
indiqué une baisse des performances pour les coupes près de la base ou de l’apex du
cœur, en particulier pour la cavité ventriculaire droite. Bien que les résultats pour
cette structure soient plus bas dans tout le volume, l’augmentation de l’ASSD est
plus prononcée et apparait plus tôt vers l’apex, ce qui peut résulter de la diminution
plus rapide de la taille de la structure et de sa géométrie complexe et individuelle-
ment variable, rendant ainsi sa segmentation plus difficile pour le réseau. Ce résultat
est conforme aux conclusions de Bernard et al. 2018 qui ont identifié des difficul-
tés similaires avec les coupes situées aux extrémités des volumes, notant que ce
problème se produit également pour les experts cliniques. En ce qui concerne les
coupes basales, les erreurs de segmentation sont principalement présentes pour la
cavité ventriculaire droite, où les annotations peuvent sembler incohérentes pour le
réseau, en raison de la présence d’autres structures telles que l’artère pulmonaire.
Les acquisitions étant conventionnellement alignées sur l’axe du VG, l’obliquité des
coupes pour le VD et la présence de l’artère pulmonaire peuvent conduire à une
division du ventricule droit en deux parties dans les coupes inférieures. Cela peut
avoir conduit le réseau à des difficultés à identifier la première coupe dans la pile à
partir de laquelle la cavité ventriculaire droite doit être segmentée. Cela a également
été confirmé par les résultats visuels des coupes les plus mal segmentées, puisque
la plupart d’entre elles sont situées près de la base avec une cavité ventriculaire
droite apparaissant souvent à moitié brisée et donc non annotée par l’expert car
trop basale. Cela se reflète également dans les corrélations calculées pour la fraction
d’éjection du VD et le volume d’éjection, qui sont plus faibles que pour les autres
structures. Les autres indices quantitatifs cliniques se situent dans la même plage
que ceux rapportés précédemment dans la littérature (Kawel-Boehm et al. 2020).

Les performances de généralisation sont satisfaisantes avec une légère diminution
des performances lors du test sur un jeu de données différent de celui sur lequel le
modèle a été entraîné. En effet, le modèle entraîné sur ACDC montre une petite
diminution des performances lorsqu’il est testé sur le jeu de données Quorum, avec
une augmentation de la distance moyenne et maximale entre les contours prédits et
la vérité terrain de moins d’un pixel (augmentation de l’ASSD et de l’HD de 0,22
mm et 1,19 mm respectivement avec une taille moyenne de pixel de 1,43 mm²).
Le modèle entraîné sur Quorum montre des performances de segmentation satis-
faisantes sur l’ensemble de données ACDC. Cependant, pour ce modèle, le masque
prédit pour la cavité ventriculaire droite est plus grand que la vérité terrain et la
prédiction du modèle entraîné sur ACDC. Cette différence peut résulter de conven-
tions d’annotation différentes pour cette cavité entre les deux jeux de données. Les
performances sur des données hors distribution sont robustes pour la plupart des
coupes dans les volumes mais diminuent dans les coupes les plus apicales, ce qui est
cohérent avec Campello et al. 2021 et Martín-Isla et al. 2023. Cela peut également
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s’expliquer par la différence de conventions d’annotation, car l’ensemble de données
ACDC contient des coupes apicales sans annotation pour toutes les classes, tandis
que le jeu de données Quorum contient toujours au moins une classe.

En ce qui concerne les performances sur l’ensemble du cycle cardiaque, notre
modèle entraîné uniquement sur les phases ED et ES montre des performances lé-
gèrement inférieures au modèle entraîné sur toutes les phases. Cependant, l’écart en
termes de scores de Dice entre les deux modèles semble se creuser à mesure que la
distance par rapport aux phases ED et ES augmente. Il est à noter cependant que
la baisse de performance affecte toutes les phases du cycle cardiaque, suggérant que
l’entraînement avec plus de phases améliore les performances pour toutes les phases
du cycle, y compris les phases ED et ES. Cela résulte probablement de la diversité ac-
crue des données d’entraînement. Étant donné que l’annotation manuelle de chaque
phase du cycle cardiaque est chronophage, nos résultats montrent l’intérêt de l’utili-
sation d’un logiciel capable de fournir, de façon automatique ou semi-automatique,
une segmentation de vérité terrain sur l’ensemble du cycle cardiaque. En outre, si
les différences de performances de segmentation sont faibles entre les deux modèles,
les conséquences plus importantes sur les mesures de déformations suggèrent que
les métriques traditionnelles de segmentation ne sont pas idéales pour mesurer la
capacité d’un algorithme à être utilisé dans un contexte clinique.

4.3.1 Limitations

Notre méthode présente quelques limitations. Premièrement, le jeu de données
utilisé pour comparer les performances du modèle entraîné sur toutes les phases et
celui entraîné uniquement avec les phases ED et ES ne contient que des annotations
de segmentation pour 3 coupes dans le volume. Par conséquent, il n’était pas pos-
sible de calculer des paramètres volumétriques pour l’ensemble du cycle cardiaque.
De plus, notre architecture qui utilise des modèles 2D n’extrait pas d’information
temporelle et a été appliqué à chaque image du cycle cardiaque de manière indé-
pendante lors de l’inférence. Par conséquent, il y a probablement des possibilités
d’amélioration, en particulier pour les mesures de déformation.

Une autre limitation concerne la plus faible qualité de segmentation pour les
coupes les plus basales ou apicales. Pour les coupes les plus basales, cela peut être
lié à la forme du ventricule droit, qui diffère fortement de sa forme dans les coupes
intermédiaires. Pour les coupes les plus apicales, certaines structures peuvent être
absentes, ce qui entraîne des valeurs de distance importantes si le réseau prédit leur
présence. Il est à noter que dans le jeu de données ACDC, le cœur est complètement
absent dans certaines coupes qui auraient probablement été exclues de l’analyse dans
un cadre clinique.

Enfin, bien que le réseau montre des résultats satisfaisants en généralisant à
d’autres jeux de données, les performances pourraient être encore améliorées en
utilisant des techniques d’adaptation de domaine. Cela pourrait être exploré dans
des travaux futurs.

4.4 Conclusion
Une nouvelle architecture d’apprentissage profond reposant sur l’attention a été

introduite pour segmenter les structures cardiaques à partir d’images IRM ciné petit-
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axe sur deux jeux de données différents. Le modèle montre une capacité de générali-
sation satisfaisante bien qu’il reste des possibilités d’amélioration pour les coupes les
plus apicales. Les paramètres volumétriques calculés sont proches des paramètres de
référence et en accord avec la littérature, indiquant que l’algorithme peut être utilisé
dans un contexte médical pour aider au diagnostic de pathologies cardiaques. L’uti-
lisation de toutes les phases du cycle cardiaque plutôt que seulement les phases ED
et ES entraîne un important gain de précision pour l’estimation de la déformation et
une légère amélioration des performances de segmentation, ce qui encourage l’utili-
sation d’outils capables de fournir des annotations de vérité terrain pour l’ensemble
du cycle cardiaque.
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Troisième partie

Estimation du mouvement cardiaque
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Chapitre 5

Etat de l’art

Cet état de l’art présente tout d’abord les méthodes permettant d’estimer le
flux optique entre deux images, que ce soit par des approches traditionnelles ou des
approches utilisant l’apprentissage. Il introduit ensuite les méthodes utilisant plus
de deux images pour l’estimation du flux dans des vidéos. Une section spécifique est
ensuite dédiée au calcul du flux optique dans les images médicales. L’état de l’art
se termine par une présentation des principales mesures utilisées dans la littérature
pour mesurer les performances des flux optiques estimés.

5.1 Calcul du flux optique avec les méthodes tradi-
tionnelles

Le membre de droite de l’équation 2.34 peut être développé en l’approximant
par une série de Taylor en (x, y, t) :

I(x+∆x, y +∆y, t+∆t) ≈ I(x, y, t)

+
∂I(x, y, t)

∂x
∆x

+
∂I(x, y, t)

∂y
∆y

+
∂I(x, y, t)

∂t
∆t+ ϵ

(5.1)

avec ϵ les termes d’ordre 2 et plus de la série de Taylor. En reportant l’équation
2.34 dans l’équation 5.1 et en divisant par ∆t des deux côtés on obtient :

0 ≈ ∂I(x, y, t)

∂x

∆x

∆t
+

∂I(x, y, t)

∂y

∆y

∆t
+

∂I(x, y, t)

∂t
+O(ϵ∆t)

où ϵ∆t est un terme d’ordre ∆t (en supposant que ∆x et ∆y varient comme ∆t).
Lorsque ∆t → 0 on obtient :

0 ≈ ∂I(x, y, t)

∂x

∆x

∆t
+

∂I(x, y, t)

∂y

∆y

∆t
+

∂I(x, y, t)

∂t
(5.2)

0 ≈ ∂I(x, y, t)

∂x
Vx +

∂I(x, y, t)

∂y
Vy +

∂I(x, y, t)

∂t
(5.3)
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5.1. CALCUL DU FLUX OPTIQUE AVEC LES MÉTHODES
TRADITIONNELLES

où Vx et Vy représentent le déplacement en x et y i.e. le flux optique de I(x, y, t)

et (∂I(x,y,t)
∂x

, ∂I(x,y,t)
∂y

, ∂I(x,y,t)
∂t

) sont les dérivées de l’image au pixel (x, y, t). En posant
Ix = ∂I(x,y,t)

∂x
, Iy =

∂I(x,y,t)
∂y

, It =
∂I(x,y,t)

∂t
il vient :

IxVx + IyVy = −It (5.4)

ou avec une écriture matricielle :

∇I⃗ · V⃗ = −It (5.5)

Cependant, les deux composantes de V⃗ sont inconnues. En l’état, nous avons donc
une seule équation pour deux inconnues, ce qui implique une infinité de solutions.
Il est donc nécessaire d’introduire des contraintes supplémentaires pour trouver le
flux optique. Par exemple Lucas et Kanade 1981 partent du principe que V⃗ est
constant dans un voisinage local autour de chaque pixel. Cela permet d’introduire
des équations supplémentaires à l’équation 5.5 et de résoudre le système d’équations
par la méthode des moindres carrés. Horn et Schunck 1981 préfèrent utiliser une
contrainte de régularité du flux optique. Le problème du calcul du flux optique
revient alors à minimiser une énergie comprenant une composante d’attache aux
données et une composante de régularisation du flux optique.
D’autres méthodes ne se servent pas de l’équation 5.5 pour calculer le flux optique.
C’est le cas des méthodes de "block-matching" (Immanuel, Bala et George 2011 ;
Dabov et al. 2006 ; Chen, Hung et Fuh 2001) qui cherchent à identifier les blocs de
pixels les plus similaires entre deux images. Pour un bloc candidat dans une image,
l’algorithme de "block matching" calcule une distance entre tous les pixels de ce
bloc et tous les pixels d’un bloc se trouvant dans un voisinage du bloc courant dans
l’image précédente.
Certaines approches s’appuient sur l’information de phase des images pour obtenir le
mouvement des pixels entre deux images (Foroosh, Zerubia et Berthod 2002 ; Hoge
2003 ; Erturk 2003). Ces méthodes s’appuient sur la propriété de la transformée de
Fourier indiquant qu’une translation spatiale se traduit par une translation linéaire
de la phase dans le domaine fréquentiel avec une magnitude inchangée :

f(x− a) = e−iaωf̂(ω) (5.6)

où a est une constante, f un signal, f̂ la transformée de Fourier de ce signal et
ω = 2πξ avec ξ la fréquence. Par conséquent, les méthodes de corrélation de phases
calculent la corrélation entre la transformée de Fourier des deux images ("Cross-
power spectrum") puis, effectuent la transformée inverse. Une fois la transformée
inverse calculée, les coordonnées de la valeur maximale dans l’image de corrélation
de phase ainsi obtenue donne l’information sur le mouvement d’un voisinage de
pixels.
Néanmoins, toutes ces méthodes présentent d’importantes limites. L’algorithme de
Lucas-Kanade n’est pas adapté pour les grands déplacements ainsi que pour calculer
le flux optique dans des zones homogènes (gradient spatial faible). L’algorithme de
Horn-Schunk est sensible au bruit et, du fait de l’hypothèse de régularité du flux
optique, est peu adapté pour les zones à fort gradient comme les contours des objets.
Les algorithmes de corrélation de phase ne peuvent estimer que des mouvements
translationnels rigides et sont moins efficaces pour les zones relativement homogènes.
Enfin, les méthodes de "block matching" nécessitent de longs temps de calculs et
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sont dépendantes de la taille de la région de recherche. Par conséquent, les travaux
les plus récents se concentrent sur l’estimation du flux optique par des algorithmes
d’apprentissage profond.

5.2 Calcul du flux optique par apprentissage pro-
fond

En dehors du cadre spécifique de l’imagerie médicale, la plupart des algorithmes
d’apprentissage profond pour l’estimation du flux optique s’appuie sur l’existence
d’une vérité terrain pour entrainer leur modèle en cherchant à minimiser l’erreur
par rapport à cette vérité. C’est le cas des modèles entrainés sur KITTI (Geiger
et al. 2013), Flying chairs (Fischer et al. 2015), MPI Sintel (Butler et al. 2012),
FlyingThings3D (Mayer et al. 2016) ou encore Middleblury (Scharstein et Szeliski
2002).
Très souvent, les architectures s’articulent autour d’un volume de coût qui calcule
la corrélation entre les patchs de deux cartes de caractéristiques, renseignant ainsi
sur leur similarité spatiale et sémantique. Etant donné 2 cartes de caractéristiques
F1 et F2 ∈ RH×W×D, le volume de coût se calcule grâce à un produit scalaire entre
les patchs de coordonnées x dans F1 et x+ d dans F2 :

c(x, x+ d) = F1(x) · F2(x+ d) (5.7)

On obtient ainsi un volume 4D de taille H × W × H × W contenant la relation
entre tous les patchs de F1 et tous les patchs de F2. La complexité du calcul du vo-
lume de coût est donc O((HW )2). De ce fait, ce calcul peut difficilement s’appliquer
aux cartes de caractéristiques de hautes résolutions. En pratique, pour un patch de
coordonnée x dans F1, on calcule la correspondance uniquement avec un nombre
restreint de patchs x + d de F2 se situant dans un voisinage de taille d autour de
x (Sun, Yang et al. 2018 ; Hui, Tang et Loy 2018 ; Fischer et al. 2015). On obtient
alors un tenseur de taille H × W × D2 avec D = 2d + 1. Le volume de coût est
généralement traité avec des convolutions 2D (Sun, Yang et al. 2018 ; Hui, Tang
et Loy 2018 ; Fischer et al. 2015) mais d’autres travaux utilisent des transformers
(Huang, Shi et al. 2022 ; Shi, Huang, Li et al. 2023), des modules d’attention (Zhang,
Woodford et al. 2021) ou des convolutions 4D séparables (Yang et Ramanan 2019).

Les architectures d’apprentissage profond pour l’estimation du flux optique se
distinguent par l’emploi ou non de pyramides multi-résolution. Ainsi, avant les tra-
vaux de Teed et Deng 2020, des cartes de caractéristiques à plusieurs échelles étaient
extraites à l’aide de CNN puis, ces caractéristiques étaient concaténées avec celles
du décodeur (Fischer et al. 2015 ; Ilg et al. 2016) ou employées pour calculer le vo-
lume de coût à chaque résolution (Sun, Yang et al. 2018 ; Hui, Tang et Loy 2018).
Ce calcul permet au réseau d’estimer le flux optique final de façon progressive en
ayant accès aux petits comme aux larges déplacements. Ranjan et Black 2016 ne
calculent pas de volume de coût mais entrainent 3 réseaux différents à chaque ni-
veau de la pyramide pour estimer un résidu par rapport au flux optique prédit au
niveau inférieur. Cette architecture permet d’accroitre la précision pour les grands
déplacements puisque l’estimation du mouvement par chaque réseau peut s’appuyer
sur l’estimation du réseau du niveau précédent dans la pyramide. De nombreuses
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études utilisent également le concept de "warping " des caractéristiques qui consiste
à recaler les cartes de caractéristiques correspondant aux deux images à chaque ni-
veau du décodeur à l’aide d’une estimation intermédiaire du flux optique (Sun, Yang
et al. 2018 ; Hui, Tang et Loy 2018 ; Hur et Roth 2019). De cette façon, le mouvement
résiduel à estimer par les couches suivantes est réduit.

Les travaux de Teed et Deng 2020 ont introduit une nouvelle architecture qui
se distingue des travaux précédents et qui fait aujourd’hui référence puisqu’elle est
souvent reprise dans les travaux les plus récents. Plutôt que d’utiliser les cartes de
caractéristiques extraites à tous les étages de l’encodeur, seule celle de plus faible
résolution est utilisée. Les cartes de caractéristiques des deux images générées par
un encodeur siamois sont utilisées pour calculer le volume de coût. Puis, RAFT
s’appuie sur un convGRU pour itérativement raffiner le flux optique. Le convGRU
prend en entrée des caractéristiques de corrélations extraites du volume de coût, des
caractéristiques de contexte extraites par un "context encoder" ayant des poids dif-
férents de l’encodeur siamois et le flux optique courant. Le flux optique est mis à jour
avec le résidu obtenu en sortie du convGRU (Ballas et al. 2016) à chaque itération
fk+1 = fk +∆fk où fk est le flux à l’itération k et ∆fk le résidu. Après L itérations,
le flux fL ∈ RH

8
×W

8
×2 est sur-échantillonné avec une opération de "convex upsam-

pling" différente des décodeurs classiques puisqu’elle permet de sur-échantillonner
un flux optique qui a seulement 2 canaux.
La plupart des travaux précédemment cités dans cette section font usage d’un raffi-
nement progressif du flux optique, généralement avec un décodeur pyramidal. Seuls
les travaux de Ilg et al. 2016 et Hur et Roth 2019 utilisent ce principe pour une
seule résolution. Cependant, pour ce faire, ils utilisent séquentiellement plusieurs
réseaux ayant chacun plusieurs millions de paramètres, ce qui est lent et limite le
nombre d’itérations. Les concepts de "context encoder", "convex upsampling" et le
raffinement itératif par réseau récurrent ont été repris par de nombreux travaux d’es-
timation du flux optique par apprentissage profond. En particulier, certains travaux
ont porté sur l’ajout de modules d’attention à RAFT (Ferede et Balasubramanian
2023 ; Xu, Yang et al. 2021 ; Jiang et al. 2021). Dernièrement, les transformers ont
été employés, soit en amont du calcul du volume de coût 4D de façon à avoir des
caractéristiques plus discriminatives (Zhao, Zhao et al. 2022 ; Sui et al. 2022 ; Lu,
Wang et al. 2023 ; Xu, Zhang et al. 2022), soit en aval, pour post-traiter ce volume en
le considérant comme une séquence de tokens (Huang, Shi et al. 2022 ; Shi, Huang,
Li et al. 2023).

5.3 Flux optique dans les vidéos
Les flux de mouvement sont généralement estimés à l’aide de paires d’images,

bien que quelques travaux utilisent plus de deux images en entrée. Ainsi, certaines
méthodes employent des couches RNN pour propager l’information de flux de ma-
nière temporelle (Qin, Bai et al. 2018 ; Li, Wei et al. 2020). Shi, Huang, Bian et al.
2023 encodent l’information de mouvement vers l’avant et vers l’arrière pour un
triplet d’images. Les informations de mouvement sont ensuite propagées au triplet
d’images adjacent en utilisant une fonction de warping au sein d’un processus itéra-
tif. De même, Liu, Lyu et al. 2019 estiment également le flux de mouvement avant
et arrière à partir d’une image centrale dans un triplet d’images. Pendant l’entraîne-
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ment, cinq images sont passées en entrée afin d’estimer les cartes d’occlusion entre
l’image centrale et ses deux images voisines. Ding et al. 2020 utilisent les flux de
mouvement estimés pour imposer la cohérence temporelle entre les segmentations
prédites, permettant ainsi d’utiliser des images non annotées dans une vidéo. Yan
et al. 2019 utilisent un réseau séparé pour estimer plusieurs flux de mouvement dans
une vidéo. Ces mouvements sont ensuite employés pour localiser la cavité ventricu-
laire gauche et améliorer les résultats de segmentation. Plusieurs travaux ont essayé
d’estimer le flux de mouvement entre des images non adjacentes en se basant sur
les flux entre des images voisines (Wu, Liu et al. 2023 ; Ye, Kanski, Yang, Chang
et al. 2021 ; Janai et al. 2017). Ren et al. 2018 utilisent également deux réseaux pour
fusionner les flux de mouvement entre 3 images afin d’obtenir des flux plus précis
entre les images adjacentes. Harley, Fang et Fragkiadaki 2022 ont conçu un proces-
sus de mise à jour itératif au moment de l’inférence pour mettre à jour la trajectoire
d’un ensemble de points tout en tenant compte de l’occlusion dans la vidéo. Lu,
Cai et al. 2020 expliquent que la supervision des fonctions de coût intermédiaires
dans un processus itératif sur des vidéos peut réduire le problème de propagation
d’erreur, conduisant ainsi à des flux de mouvement plus précis.

5.4 Apprentissage profond pour le calcul du flux op-
tique sur des images médicales

Dans l’imagerie cardiaque, l’estimation du flux optique par apprentissage profond
a souvent pour but d’effectuer le recalage entre deux images. Du fait de la difficulté
à obtenir des vérités terrain de flux optique, la plupart des méthodes ont recours à
l’apprentissage non-supervisé (Balakrishnan et al. 2019 ; Ye, Kanski, Yang, Axel et
al. 2024 ; Wang, Yang et Papanastasiou 2022 ; Ye, Kanski, Yang, Chang et al. 2021 ;
Vos, Berendsen, Viergever, Sokooti et al. 2019 ; Vos, Berendsen, Viergever, Staring
et al. 2017). Un réseau U-net apprend alors à prédire le champ de déformations
horizontale et verticale ainsi qu’en profondeur dans le cas de recalage de volumes.
Ce champ de déformations est ensuite utilisé, via un STN (Jaderberg et al. 2015),
pour recaler l’image en mouvement sur l’image fixe (on parle aussi de "warping" en
anglais).
Les fonctions de coût pour l’apprentissage du champ de déformations intègrent géné-
ralement une composante de régularisation spatiale permettant d’obtenir un champ
de déformations régulier. La fonction de coût généralement utilisée pour le recalage
d’images par apprentissage profond est définie par :

Lus(f,m, ϕ) = Lsim(f,m ◦ ϕ) + λLsmooth(ϕ) (5.8)

où Lus est la fonction de coût non-supervisée, f est l’image fixe, m est l’image en
mouvement, ϕ est le champ de déformations et Lsim est une fonction mesurant la
similarité entre l’image fixe et l’image en mouvement recalée à l’aide de ϕ grâce à
l’opération de "warping" ◦. On utilise généralement l’erreur quadratique moyenne
(MSE), la corrélation croisée normalisée (NCC) (Avants et al. 2008) ou encore une
mesure d’information mutuelle (MI) (Maes et al. 1997) pour Lsim. Généralement
la composante de régularisation consiste à minimiser le gradient spatial du flux
optique de sorte que Lsmooth(ϕ) =

∑︁
p ∥∇ϕ(p)∥22 avec p un pixel du flux optique.

Néanmoins, une telle forme de régularisation n’intègre aucune contrainte physique.
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Par conséquent, plusieurs travaux ont travaillé à l’intégration d’une composante de
régularisation tenant compte de contraintes biomécaniques de manière à obtenir un
mouvement plus réaliste (Lee et Genet 2019 ; Qin, Wang et al. 2020 ; Lu, Ahn et al.
2021 ; Zhang, You et al. 2022 ; Lu, Jin et al. 2023).
De nombreuses recherches se sont également orientées vers l’utilisation de compo-
santes de "cycle consistency" dans la fonction de coût (Kim, Kim, Park et al. 2021 ;
Lu, Yang et al. 2019 ; Kim, Kim, Lee et al. 2019 ; Kuang 2019). Concrètement, on
estime à la fois la transformée ϕ permettant de transformer m vers f , ainsi que la
transformée ϕ−1 allant de f vers m. En appliquant ϕ puis ϕ−1, on peut mesurer
l’écart avec l’image de départ m :

Lcycle(f,m, ϕ) = Lsim(m, (m ◦ ϕ) ◦ ϕ−1) (5.9)

Cette composante a pour but d’obtenir une transformation cohérente avec la trans-
formation inverse afin de préserver la topologie entre l’image en mouvement et
l’image déformée.

On utilise souvent le déterminant de la Jacobienne d’un pixel pour mesurer la
préservation locale de la topologie et la régularité du champ de déformations/flux
de mouvement. Le déterminant de la Jacobienne renseigne sur la nature de la dé-
formation appliquée à un pixel (ou voxel en 3D). Un déterminant positif indique un
accroissement de la taille du pixel si le déterminant est supérieur à 1 et une réduction
s’il est inférieur à 1. Un déterminant de 0 indique une réduction du nombre de di-
mensions. Les pixels dont le déterminant de la Jacobienne est négatif indiquent une
inversion locale de l’orientation (on parle de "pixel folding" en anglais). Cette in-
version indique un mouvement non physiquement possible. Le modèle a alors prédit
un mouvement irrégulier qui ne préserve pas la forme des structures anatomiques,
le mouvement n’est localement pas continu (Figure 5.1). Les composantes Lsmooth

et Lcycle ont pour conséquence de réduire le nombre de pixels ayant un déterminant
de la Jacobienne négatif.

Figure 5.1 – Application d’une déformation à une grille. La déformation appliquée
est obtenue avec un λ (equation 5.8) de plus en plus élevé de la gauche vers la droite.
Lorsque λ est faible (à gauche), on a des inversions de l’orientation (déterminant
de la Jacobienne négatif). A mesure que l’on augmente λ, les inversions sont moins
visibles. Image issue de (Kuang 2019).

Dalca et al. 2018 introduisent un post-traitement permettant de s’assurer que le
champ de déformations produit est un difféomorphisme, c’est à dire qu’il représente
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un mouvement physiquement possible sans pixel ayant un déterminant de la Jaco-
bienne négatif. Les déformations diffeomorphiques sont différentiables, inversibles et
préservent la topologie. Pour obtenir un champ de déformations difféomorphique,
il est nécessaire de calculer la carte exponentielle permettant de passer de l’algèbre
de Lie au groupe de Lie. Pour ce faire, les auteurs utilisent la méthode "scaling
and squaring" (Arsigny et al. 2006) pour intégrer le champ de déformation de façon
itérative. À la suite de ces travaux, de nombreuses recherches traitant du recalage
d’images cardiaques reprendront cette technique pour éliminer les pixels avec déter-
minant de la Jacobienne négatif (Ghadim et Azarnoush 2023 ; Krishnaswamy et al.
2023 ; Sheikhjafari et al. 2022 ; Krebs, Delingette et al. 2019 ; Krebs, Mansi et al.
2018 ; Ye, Kanski, Yang, Chang et al. 2021).
Lorsque des annotations de segmentation sont disponibles, plusieurs auteurs ont
montré l’intérêt de les utiliser dans la fonction de coût en recalant les étiquettes
de l’image en mouvement vers les étiquettes de l’image fixe. Il est alors possible de
calculer l’écart entre les étiquettes de l’image fixe et celles obtenues en warpant par
le mouvement estimé :

Lseg(sf , sm, ϕ) = fseg(sf , sm ◦ ϕ) (5.10)

où sf est l’annotation de segmentation de l’image fixe, sm l’annotation de segmen-
tation de l’image en mouvement et fseg une fonction mesurant la précision de la
segmentation comme par exemple le critère de Dice ou l’entropie croisée. On s’assure
ainsi que le réseau apprend une déformation qui préserve les contours de certaines
structures, indépendamment de l’intensité des pixels de l’image. (Balakrishnan et al.
2019 ; Hu, Modat, Gibson, Ghavami et al. 2018 ; Hu, Modat, Gibson, Li et al. 2018 ;
Qin, Bai et al. 2018 ; Hering et al. 2018).
Enfin, de façon similaire aux méthodes d’estimation du flux optique par raffine-
ment itératif (Teed et Deng 2020 ; Ranjan et Black 2016), plusieurs approches ont
recours à des méthodes itératives ou récursives pour progressivement estimer le
champ de déformation permettant de recaler l’image en mouvement avec l’image
fixe. Les premières itérations estiment un flux de mouvement grossier alors que les
itérations suivantes prédisent des déplacements plus petits. Un réseau de neurones
apprend l’estimation de mouvement à chaque itération en prenant en entrée l’image
fixe ainsi que l’image en mouvement recalée avec le flux de mouvement courant.
Chaque flux de mouvement ainsi obtenu est alors agrégé avec les flux précédents
par la somme (Blendowski, Hansen et Heinrich 2021 ; Sandkühler et al. 2019) ou le
warping (Zhao, Dong et al. 2019). Ces méthodes reposent donc sur la composition
de flux de mouvement de manière à simplifier l’apprentissage du réseau qui doit
estimer des flux avec un mouvement de plus en plus faible. Le flux optique entre les
deux images est vu comme la composition de flux de mouvements plus faibles. Néan-
moins, ces méthodes ont pour objectif d’estimer le flux optique entre deux images et
n’ont pas pour but de composer les flux de mouvements entre les images d’une vidéo.

Il convient ici de rappeler qu’uniquement le backward warping est implémenté
dans les frameworks d’apprentissage profond (Pytorch, Tensorflow) pour le STN. En
effet, le forward warping n’assure pas que chaque pixel de l’image cible a une cor-
respondance dans l’image source ce qui peut créer des trous (application injective).
A l’inverse, le backward warping établit une correspondance entre chaque pixel de
la cible et au moins un pixel de l’image source (application surjective), évitant ainsi
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des valeurs non définies dans l’image cible. Une description du warping forward et
backward se trouve Figure 5.2. Il en résulte que l’on se sert du mouvement allant de
l’image t vers l’image t+ 1 pour "warper" l’image t+ 1 vers l’image t.

Figure 5.2 – A gauche le forward warping peut créer des trous (pixel en haut à
gauche) et plusieurs pixels de l’image source peuvent être projetés vers le même pixel
de l’image cible. A droite, le backward warping assure que chaque pixel de l’image
cible ait une correspondance dans l’image source. Image issue de Niklaus et Liu 2020

5.5 Mesures de performance de flux optique

Il existe plusieurs mesures permettant d’évaluer la performance des méthodes
d’estimation du flux optique.

End Point Error (EPE)

Pour un pixel i, l’EPE mesure la distance euclidienne entre le flux optique de
vérité terrain fi = (u, v) et le flux optique prédit f̂ i = (û, v̂) :

EPEi =
√︁

(û− u)2 + (v̂ − v)2 (5.11)

avec (u, v) le déplacement de vérité terrain dans le sens vertical et horizontal pour
ce pixel et (û, v̂) le déplacement prédit pour ces mêmes directions. L’EPE mesure
donc l’erreur de déplacement d’un pixel. En calculant la moyenne de l’EPE pour
tous les pixels d’une image, on obtient l’EPE moyen : AEPE = 1

N

∑︁N
i=1 EPEi où N

est le nombre de pixels dans l’image.

F1-all

Le F1-all représente le pourcentage de cas extrêmes ("outliers") rapporté au
nombre total de pixels. Un cas extreme est un pixel pour lequel le mouvement
estimé a une EPE supérieure à 3 pixels ou à 5% de la magnitude du flux optique de
vérité terrain :

F1-all(%) =
1

N

N∑︂
i=1

1(EPEi > max(3, 0.05× ∥fi∥))× 100 (5.12)

où 1 est la fonction indicatrice.
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Average Angular Error (AAE)

L’erreur angulaire mesure l’angle entre le mouvement prédit et le mouvement de
vérité terrain. En calculant la moyenne de ces angles pour tous les pixels on obtient
l’AAE :

AAE =
1

N

N∑︂
i=1

arccos

(︄
fî · fi

∥fî∥∥fi∥

)︄
(5.13)

La similarité cosinus étant comprise dans l’intervalle [−1; 1], en prenant l’arc cosinus,
on a une fonction bien définie qui donne une mesure comprise entre 0 et π.

Structural Similarity Index (SSIM)

Le SSIM n’est pas une mesure de flux optique car il mesure la similarité entre
deux images et ne calcule donc pas de métrique concernant le déplacement des pixels.
Cependant, le SSIM peut donner une indication sur la qualité du mouvement prédit
en l’absence de vérité terrain de flux optique, ce qui est souvent le cas dans l’imagerie
médicale. Pour ce faire, on mesure à l’aide du SSIM la similarité entre l’image en
mouvement recalée ("warped") à l’aide du flux optique prédit, notée F̂ , et l’image
fixe notée F :

SSIM(F, F̂ ) =
(2µFµF̂ + C1)(2σFF̂ + C2)

(µ2
F + µ2

F̂
+ C1)(σ2

F + σ2
F̂
+ C2)

(5.14)

où µ et σ sont la moyenne et la variance des deux images et C1, C2 sont des constantes
pour stabiliser la division quand le dénominateur est très faible. σFF̂ est la covariance
entre F et F̂ . A la différence du PSNR et du MSE, le SSIM mesure la similarité
structurelle plutôt que la similarité au niveau des pixels. Cela permet d’avoir une
mesure de similarité plus proche de la perception humaine.

5.6 positionnement
La plupart des méthodes qui essayent d’estimer la déformation cardiaque à l’aide

d’une approche par apprentissage profond utilisent des données volumiques 3D (Mo-
rales, Boomen et al. 2021 ; V. Graves et al. 2023 ; Alvarez-Florez et al. 2023 ; Masu-
tani et al. 2023 ; Wang, Sun et al. 2023). Cela a l’avantage d’obtenir une déformation
cohérente pour toutes les coupes du volume. Néanmoins, du fait d’une importante
consommation mémoire, cela nécessite de n’utiliser que deux volume à chaque itéra-
tion durant l’entrainement. Par conséquent, ces approches ne peuvent utiliser plus
de deux phases du cycle cardiaque, ce qui peut induire l’estimation de mouvements
irréguliers et non cohérents temporellement.
Par ailleurs, les méthodes d’estimation du mouvement cardiaque par apprentissage
profond reposent généralement sur l’utilisation d’annotations de segmentation afin
que le réseau apprenne à prédire des mouvements qui préservent la forme des struc-
tures cardiaques (Balakrishnan et al. 2019 ; Morales, Boomen et al. 2021 ; Morales,
Cirillo et al. 2023 ; Zhang, You et al. 2022 ; Hering et al. 2018 ; Hu, Modat, Gibson,
Li et al. 2018 ; Hu, Modat, Gibson, Ghavami et al. 2018). Cela limite grandement
le nombre d’images pouvant être utilisées durant l’entrainement car il est difficile
d’obtenir des annotations de segmentation pour toutes les phases du cycle cardiaque.
En effet, seules les phases de télé-diastole et télé-systole sont généralement accom-
pagnées d’annotations de segmentation (Campello et al. 2021 ; Bernard et al. 2018 ;
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Radau et al. 2009).
Pour répondre à ces deux limitations, nous proposons une approche qui tire parti de
toutes les images du cycle cardiaque tout en utilisant les annotations de segmentation
de la phase télé-diastolique et télé-systolique. Cette méthode semi-supervisée permet
au réseau d’effectuer des prédictions tenant compte de l’information temporelle, tout
en préservant les contours des structures cardiaques. En outre, les méthodes propo-
sées reposent sur l’utilisation de couches transformers et sur le calcul du volume de
coût, ce qui est rarement présent dans les architectures d’estimation du mouvement
dans le domaine médicale.
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Chapitre 6

Agrégation de flux optique

6.1 Motivation

Dans le domaine de l’imagerie médicale, les études d’estimation du flux de mou-
vement se sont principalement concentrées sur les techniques de recalage d’images
non supervisées. Ces méthodes tentent généralement d’optimiser à la fois une erreur
de similarité entre l’image déformée et l’image fixe, et une erreur de régularisation
pour obtenir un champ de déformation lisse (Balakrishnan et al. 2019 ; Qin, Wang
et al. 2020 ; Yu, Chen et al. 2020). Les erreurs de similarité consistent généralement à
minimiser la différence absolue ou quadratique entre l’image fixe et l’image déformée.
Les fonctions de perte de corrélation croisée (Liu, Yang et al. 2022) et d’information
mutuelle (Qiu et al. 2021) sont également régulièrement utilisées comme mesure de
similarité. L’erreur de régularisation consiste souvent à minimiser la norme du gra-
dient du champ de vitesse (Wang et Zhang 2020 ; Balakrishnan et al. 2019). Ainsi,
ces méthodes ne nécessitent aucun flux de déformation de vérité terrain et sont
entièrement non supervisées.

Cependant, selon (Balakrishnan et al. 2019 ; Hu, Modat, Gibson, Li et al. 2018 ;
Hu, Modat, Gibson, Ghavami et al. 2018), lorsque des annotations de segmentation
sont disponibles, l’ajout d’une erreur de segmentation aux deux composantes pré-
cédentes de la fonction de coût conduit à des résultats plus précis. Cette erreur de
segmentation consiste à mesurer la différence entre la segmentation de l’image fixe et
la segmentation de l’image en mouvement déformée par le flux de mouvement estimé.
Ces algorithmes sont limités par le nombre d’images utilisées pour l’entraînement,
car peu d’images possèdent une annotation de segmentation de vérité terrain. Par
exemple, dans le domaine de l’imagerie cardiaque, seules les phases de fin de diastole
et de fin de systole sont généralement annotées (Bernard et al. 2018 ; Campello et al.
2021). Ces phases correspondent au moment du cycle cardiaque où le cœur est le plus
relâché et contracté respectivement et présentent un mouvement plus important que
toutes autres paires de phases de la vidéo. En conséquence, apprendre à prédire ce
flux de mouvement est plus difficile que pour une paire de phases plus rapprochées
dans la vidéo et pour laquelle le mouvement est plus faible. Cependant, et comme
le montre ce travail, estimer le mouvement entre des images adjacentes et composer
itérativement ce mouvement conduit à l’intégration des erreurs de recalage et est
également sous-optimal. Pour résoudre ce problème, nous présentons une nouvelle
méthode de recalage où les flux sont d’abord calculés entre des images adjacentes,
puis agrégés à l’aide d’un réseau d’agrégation pour éviter de multiples interpolations.
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Notre approche est comparée à plusieurs algorithmes de l’état de l’art pour l’estima-
tion du flot optique et le recalage d’images. Comparée à ces algorithmes, l’approche
proposée obtient de meilleures performances sur l’ensemble de ces métriques.

6.2 Méthode

Soit Ft−1,t ∈ RW×H×2 le flux de mouvement représentant le déplacement vertical
et horizontal des pixels de l’image It−1 ∈ RW×H vers l’image It. Étant donné une
séquence vidéo de T images S = {I1, ..., IT}, où seules les images de fin de diastole
(ED) et de fin de systole (ES) IED et IES possèdent des segmentations de vérité
terrain, nous souhaitons estimer le mouvement F1,t de chaque pixel entre l’image en
télédiastole IED et chacune des autres images It ∀t ∈ [1;T ]\ED. En effet, la défor-
mation des structures cardiaques est une mesure relative à la phase télédiastolique
de la séquence.
Par ailleurs, la solution consistant à composer les mouvements obtenus entre images
adjacentes donne des résultats imparfaits, comme montré en section 6.3.4. Il est donc
important d’estimer directement les mouvements des pixels par rapport à l’image de
référence. L’hypothèse sous-jacente de ce travail est que, plus la quantité de mou-
vement entre deux images est petite, plus il est facile d’estimer le déplacement des
pixels. Sur la base de ce principe, un algorithme pourrait être conçu pour estimer
F1,t en s’appuyant sur des flux de mouvement entre images voisines Ft−1,t, car ces
derniers devraient être plus facile à estimer.
Dans ce travail, un tel algorithme est conçu autour de 2 réseaux neuronaux f1 et
f2 ayant la même architecture mais paramétrés par des poids différents. f1 estime
le mouvement entre des images adjacentes Ft−1,t ∀t ∈ [2;T ]. Ensuite, f2 fusionne
ces flux de mouvement de manière successive afin d’obtenir le mouvement entre des
images non adjacentes F1,t.

6.2.1 Processus itératif d’agrégation des mouvements

Pour commencer, le premier réseau f1 prend en entrée une séquence S et produit
un ensemble de T−1 flux de mouvement Ft−1,t∀t ∈ [2;T ] entre les images adjacentes.
Ensuite, à partir de F1,2, qui est directement obtenu en sortie du premier réseau f1,
le second réseau f2 agrège de manière itérative les flux de mouvement et construit
F1,t en utilisant F1,t−1 et le flux élémentaire Ft−1,t.

Pour être plus précis, considérons deux instants consécutifs t − 1 et t dans le
cycle cardiaque. Le flux Ft−1,t est estimé entre les images correspondantes It−1 et It
en utilisant le réseau f1 :

Ft−1,t = f1(It−1, It). (6.1)

En utilisant ce flux, un warping permet de calculer l’image recalée Rt,t−1 obtenue
après déformation de It vers It−1 ainsi que l’erreur de recalage :

Rt,t−1 = It ◦ Ft−1,t (6.2)
Et,t−1 = Rt,t−1 − It−1 (6.3)

Ce warping est réalisé avec le "spatial transformer" décrit par Jaderberg et al. 2015.
Dans un second temps, le processus itératif d’agrégation de mouvements calcule le
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flux entre la première image et l’image t en utilisant le réseau f2 et l’équation :

F1,t = F1,t−1 + f2(X1,t−1, Xt−1,t) ∀t ∈ [3;T ] (6.4)
où

Xa,b = [Fa,b; Ia; Ib;Rb,a;Eb,a] (6.5)

6.2.2 Architecture des réseaux

f1 et f2 reposent sur la même architecture de type U-Net comme décrit Figure 6.1,
mais utilisent des poids différents. L’architecture du réseau f est donc décrite une
seule fois pour une paire de tenseurs d’entrées de même dimension Y1 et Y2 (It−1 et
It pour f1, X1,t−1 et Xt−1,t pour f2).

Un encodeur fenc est utilisé deux fois pour extraire les caractéristiques FY1 =
fenc(Y1) et FY2 = fenc(Y2) séparément. Ensuite, à la résolution la plus faible, une
couche avec des processus d’attention est utilisée en parallèle sur chaque caractéris-
tique de manière à ce que les cartes de caractéristiques se prêtent attention l’une
l’autre. Toute cette couche est commune aux deux branches du réseau. Elle est
constituée d’un bloc de self-attention, suivi d’un bloc de cross-attention, et d’un
MLP. Les blocs d’attention sont similaires à celui proposé par Vaswani et al. 2017.
Pour la self attention, Query, Key et Value correspondent à l’entrée FY . Pour la
cross attention, la key et la value sont composées de la seconde séquence à qui por-
ter attention tandis que la query correspond à l’entrée FY .

Seule la carte de caractéristiques F trans
Y1

correspondant à la carte de caractéris-
tiques FY1 après la couche transformer est passée au décodeur fdec afin d’obtenir
le flux de mouvement final en sortie. Les cartes de caractéristiques de bas niveau
de même résolution estimées par l’encodeur pour les deux entrées Y1 et Y2 sont
concaténées et passent par deux couches de convolution pour réduire de moitié le
nombre de caractéristiques. Ensuite, elles sont concaténées une deuxième fois avec
les cartes de caractéristiques correspondantes provenant du décodeur (architecture
de type U-net). Un tableau détaillant les couches de notre architecture est disponible
en annexe (section .2)
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Figure 6.1 – Architecture de f1 et f2.

6.2.3 Organisation des données pour l’entrainement et l’infé-
rence

Un processus similaire est suivi pour l’entraînement et l’inférence et tire parti de
la nature cyclique du cycle cardiaque. La séquence cine-IRM, couvrant l’ensemble du
cycle cardiaque, est divisée en deux moitiés SF ou SB correspondant au mouvement
vers l’avant et vers l’arrière, commençant par l’image ED et se terminant par l’image
ES comme décrit Figure 6.2. Pour l’entraînement, en raison des contraintes de mé-
moire GPU, nous sélectionnons aléatoirement SF ou SB. Ensuite, N−2 images sont
échantillonnées uniformément dans la séquence tout en gardant IED comme pre-
mière image et IES comme dernière afin d’obtenir une séquence de longueur N . De
manière générale, comme sur ACDC par exemple, seules les images correspondant
aux phases ED et ES de la séquence ont une segmentation de vérité terrain. Pour
l’inférence, SF et SB sont traités en entier par le modèle sans utiliser de mécanisme
d’échantillonnage, c’est-à-dire que toutes les phases du cycle sont considérées.
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Figure 6.2 – SF et SB dans le cycle cardiaque.

6.2.4 Fonctions de coût

La fonction de coût L est composée de plusieurs parties.
Afin d’évaluer la similarité entre deux images I et J , la fonction de corrélation croisée
normalisée (NCC) est utilisée. En particulier, la NCC pour un pixel p est définie de
la façon suivante :

NCC(I, J)(p) =

(︂∑︁
pi∈W[I(pi)− Ī(p)][J(pi)− J̄(p)]

)︂2(︂∑︁
pi∈W[I(pi)− Ī(p)]2

)︂(︂∑︁
pi∈W[J(pi)− J̄(p)]2

)︂ (6.6)

où Ī(p) et J̄(p) sont les valeurs moyennes à l’intérieur d’une fenêtre W de taille w2

centrée autour du pixel p. Comme Ye, Kanski, Yang, Chang et al. 2021 et Bala-
krishnan et al. 2019, w est fixé à 9. La fonction de corrélation croisée normalisée
(NCC) est moins sensible aux variations d’intensité entre les images que la fonction
d’erreur quadratique moyenne (MSE), ce qui donne de meilleures performances dans
nos expériences. Cette fonction permet de suivre les pixels à travers les images et
garantit la précision du processus de recalage.
La composante de la fonction de coût qui évalue la similarité entre l’image recalée
Rt,t−1 et It−1 est définie comme suit :

Lsim(It−1, Rt,t−1) =
1

|Ω|
∑︂
p∈Ω

1− NCC(It−1, Rt,t−1)(p) (6.7)

où Ω est l’ensemble des pixels p d’une image.

Une erreur de segmentation Lseg est également utilisée entre la segmentation de
vérité terrain de l’image ED YED et la segmentation obtenue en déformant l’anno-
tation de segmentation ES YES en utilisant le flot F1,N . Cette fonction de coût est
uniquement utilisée pour le mouvement allant de ED vers ES car seules les segmen-
tations de ES et ED sont données.

Lseg(YED, YES, F1,N) = fseg(YED, YES ◦ F1,N) (6.8)
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fseg est une combinaison du critère de Dice et de l’entropie croisée comme proposé
dans Isensee et al. 2018 et comme fait pour la segmentation section (4.1).

Cette fonction de coût de régularisation est appliquée à tous les flux Ft−1,t et
F1,t, ∀ t ∈ [2;N ] et implique donc les réseaux f1 et f2 respectivement :

Lsmooth(F ) =
1

|Ω|
∑︂
p∈Ω

∥∇F (p)∥22 (6.9)

Cette fonction de coût de régularisation est appliquée à toutes les sorties de f1
et f2, Ft−1,t et F1,t respectivement ∀t ∈ [2;N ].

Ainsi, la fonction de coût finale L est définie comme suit :

L(I, R, F, Y ) =
1

N − 1

N∑︂
t=2

λ1Lsim(It−1, Rt,t−1) + λ2Lsmooth(Ft−1,t)

+
1

N − 1

N∑︂
t=2

λ1Lsim(I1, Rt,1) + λ2Lsmooth(F1,t)

+ λ3Lseg(YED, YES, F1,N)

(6.10)

Dans nos tests, les meilleurs résultats ont été obtenus avec λ1 = 0.5, λ2 = 1.0,
λ3 = 1.0.

6.2.5 Détails d’implémentation

Le modèle est implémenté avec Pytorch et un GPU NVIDIA V100 de 16G. Les
deux réseaux f1 et f2 sont entraînés simultanément de manière end-to-end. L’opti-
miseur AdamW est utilisé avec un pas d’apprentissage et un "weight decay" de 10−4.
Le nombre de caractéristiques est doublé à chaque couche de sous-échantillonnage
("strided convolutions") de l’encodeur et réduit de moitié à chaque "up-convolution"
du décodeur. Le nombre maximal de caractéristiques à la plus faible résolution est
de 512. Notre modèle est entraîné avec une taille de batch de 1 et des couches de
"group-normalisation" (avec 8 groupes) sont utilisées dans tout le réseau. Le nombre
d’images par séquence pendant l’entraînement est fixé à N = 12. L’augmentation
de données inclut : "flipping", rotation, zoom, translation, ajustement du contraste,
injection de bruit gaussien, flou, "sharpening" et modification de l’intensité. Tous
les modèles sont entraînés pendant 180 epochs avec 250 itérations par epoch. Notre
modèle contient environ 25M de paramètres.

6.3 Résultats

6.3.1 Jeu de données et pré-traitements

Nous utilisons la version du jeu de données Quorum traité par le logiciel Car-
dioTrack pour effectuer nos expériences (section 2.5.5). Seules les annotations de
segmentation de fin diastole et de fin systole sont utilisées pour l’entraînement tan-
dis que toutes les annotations sont utilisées pour calculer les métriques sur l’ensemble
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de test.
80% des patients ont été utilisé pour l’entraînement et le reste pour les tests. 20% de
l’ensemble d’entraînement a été utilisé pour la validation. La séparation est effectuée
de manière aléatoire et les patients dans chacun des 3 ensembles sont différents. Un
réseau de segmentation binaire pré-entraîné est utilisé pour rogner chaque image à
une taille de 192x192 pixels autour des structures cardiaques. Avant d’être traité
par le modèle, chaque image d’une séquence d’entrée est normalisée en fonction de
la moyenne et de l’écart type de la séquence.

6.3.2 Mesures d’évaluation

Des mesures de suivi de point, de similarité, de segmentation et de régularisation
sont calculées pour évaluer le modèle.

Pour la mesure de suivi de points, les points de contour de l’image de référence en
télédiastole sont déformés en utilisant les flux de mouvement prédits. L’End Point
Error (EPE, équation 5.11) est calculée entre les points prédits p̂ et les points de
référence p pour chaque image.
La moyenne des EPE sur une séquence entière est ensuite calculée pour obtenir
l’EPE moyenne (AEPE). Soit Nk le nombre de points de contour suivis dans une
séquence pour la structure k avec k ∈ [1; 3] (RV, MYO, LV). Soit ˆ︂pk,t la position
estimée de l’un de ces points dans l’image It et pk,t sa position de vérité terrain
correspondante. ˆ︂pk,t est définie comme :

ˆ︂pk,t = pk,1 + F1,t(pk,1) (6.11)

où F1,t(pk,1) fait référence à l’échantillonnage de F1,t à l’emplacement pk,1. Ensuite,
l’EPE moyenne pour une séquence de T images et une structure spécifique k, AEPEk,
est calculée comme suit :

AEPEk =
1

Nk(T − 1)

T∑︂
t=2

Nk∑︂
pk,t=1

EPE(pk,t, ˆ︂pk,t) (6.12)

L’AEPE sur une séquence est ensuite calculée comme AEPE = 1
3

∑︁3
k=1 AEPEk. Les

résultats rapportés sont la moyenne de toutes les séquences. Le F1-all, définit comme
le pourcentage de points pour lesquels EPE > 3 est également calculé.

Les points déformés sont transmis au logiciel CardioTrack qui calcule automa-
tiquement les déformations radiales et circonférentielles du ventricule gauche et la
déformation du VD (strain). Ces strain prédits sont comparées aux strains de réfé-
rence. Les corrélations avec la valeur au pic de référence (rv) et les indices de réfé-
rence (ri) sont rapportées pour la phase télésystolique. Nous mesurons également la
distance Euclidienne entre les courbes de déformations (dist) calculée comme suit :

dist(ˆ︁c, c) = 1

T

⌜⃓⃓⎷ T∑︂
t=1

(c(t)− ˆ︁c(t))2 (6.13)

où c(t) et ˆ︃c(t) sont respectivement les courbes de déformation (strain) prédites et
de références pour la phase t. Lors du calcul des corrélations, le coefficient directeur

104



6.3. RÉSULTATS

de la droite de régression est également rapporté.

Pour la mesure de similarité, l’Indice de Similarité Structurelle (SSIM, équation
5.14) entre l’image de fin diastole (ED) et l’ensemble des images recalées de chaque
séquence est calculé. Cet indice est calculé uniquement pour les pixels se trouvant
au sein du coeur. Les annotations de segmentation sont utilisées pour calculer le
SSIM par structure cardiaque.

En ce qui concerne l’évaluation de la segmentation, la segmentation de chaque
image t d’une séquence est recalée vers l’image ED en utilisant le flux de mouvement
prédit F1,t. Cela est fait pour chaque phase du cycle et chaque coupe du volume.
Ensuite, le score de Dice, la distance de Hausdorff (HD) et la distance de surface
symétrique moyenne (ASSD) sont calculés sur l’ensemble du volume et moyennés
sur tous les volumes (les recalages sont effectués coupe par coupe, mais les métriques
de segmentation sont calculées pour l’ensemble du volume).

Pour l’évaluation de la régularisation, le pourcentage moyen de pixels avec un
Jacobien det(JF (p)) négatif est calculé sur les flux de mouvements 2D pour les pixels
à l’intérieur du cœur. Les masques de segmentation de référence sont utilisés pour
calculer ce nombre de pixels avec det(JF (p)) < 0 par structure cardiaque.

Pour chaque type de métrique, les résultats du recalage entre ED et ES (image
la plus éloignée de ED), ainsi que la moyenne des recalages entre ED et toutes
les images de la séquence sont rapportés. Le test des rangs signés de Wilcoxon est
utilisé pour évaluer la signification statistique des résultats et une valeur p < 0, 05
est considérée comme statistiquement significative.

6.3.3 Méthodes de référence utilisées pour comparaison

L’approche proposée est comparée à plusieurs versions semi-supervisées de Voxel-
Morph présentées par Balakrishnan et al. 2019. Ces modèles sont ré-entraînés à partir
de zéro sur notre jeu de données en utilisant l’implémentation TensorFlow dispo-
nible en ligne et uniquement avec les images annotées pour la phase télédiastolique
(ED) et télésystolique (ES) car les annotations de segmentation sont nécessaires.
Les hyperparamètres optimaux rapportés dans l’article sont conservés. Lors de l’in-
férence, comme les modèles VoxelMorph ne prennent que 2 images en entrée, nous
itérons sur la séquence et, pour chaque instant t, la première image de la séquence
I1 = IED et l’image courante It sont passées au réseau. Le nombre de filtres dans le
modèle original de VoxelMorph est augmenté de façon à ce que le réseau contienne
environ 25 millions de paramètres, soit le même nombre que notre modèle. Cela
conduit à des performances légèrement meilleures que la configuration par défaut.
Les performances du modèle entraîné avec la fonction de coût MSE (VM-MSE),
la fonction de coût NCC (VM-NCC) et la version difféomorphique sont présentées
(VM-dif). Cette version permet d’obtenir 0 pixels avec un Jacobien négatif grâce à
un post-traitement consistant à intégrer le champ de déformation de façon itérative
(méthode "scaling and squaring" (Arsigny et al. 2006)).

En plus de ces modèles Voxelmorph, des comparaisons avec l’algorithme classique
de recalage d’images médicales SyN (Symmetric Normalization) sont également pré-
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sentées.

Nous présentons également les résultats du modèle plus récent présenté par
Zhang, You et al. 2022 (Bioinformed) qui utilise une fonction de coût de régu-
larisation qui tient compte de propriétés bioméchaniques.

De plus, nous avons également testé RAFT (Teed et Deng 2020), entrainé,
comme Voxelmorph et Bioinformed, uniquement avec les images de fin diastole et
de fin systole de façon à bénéficier des annotations de segmentation. Nous utilisons
donc N = 2 et une taille de batch de 16. Puisque nous ne disposons pas de la vérité
terrain de flux optique pour chaque pixel, nous avons remplacé la fonction de coût
L1 utilisée dans RAFT par la fonction de coût suivante :

L(I, R, F, Y ) =
J∑︂

j=1

γJ−j
(︁
λ1Lsim(I1, R

j
ES,ED)

+ λ2Lsmooth(F
j
ED,ES)

+λ3Lseg(YED, YES, F
j
ED,ES)

)︁ (6.14)

où J est le nombre total d’itération (c.f Teed et Deng 2020), γJ−j la pondération
à chaque itération. F j

ED,ES est le flux optique entre l’image de fin diastole et de fin
systole pour l’itération j. Rj

ES,ED l’image recalée depuis fin systole vers fin diastole à
l’itération j. Les meilleurs résultats sont obtenus avec les poids suivants : λ1 = 0.5,
λ2 = 1.0, λ3 = 1.0. Nous avons gardé γ = 0.8 et J = 12 comme indiqué par Teed et
Deng 2020.

Enfin, nos résultats incluent également 2 méthodes "naïves" appelées IterWar-
pImg et IterWarpFlow qui, à l’inférence, composent itérativement les champs de
déformation pour recaler chaque image vers l’image ED. Ces modèles sont entrainés
avec N = 2 où seules des images adjacentes sont transmises au réseau. En inférence,
IterWarpImg déforme itérativement les images/annotations de segmentation depuis
l’image courante It jusqu’à la première image de la séquence I1 :

Rt,1 = ((((It ◦ Ft−1,t) ◦ Ft−2,t−1) ◦ . . . ◦ F3,2) ◦ F2,1) (6.15)

Comme décrit dans Wu, Liu et al. 2023, IterWarpFlow additionne itérativement les
champs de mouvement après les avoir recalés afin d’obtenir des champs de défor-
mation entre des images non adjacentes. Ainsi, pour obtenir Rt,1, l’image It recalée
vers l’image I1 on a :

F1,t = F1,t−1 + (Ft−1,t ◦ F1,t−1) (6.16)
Rt,1 = It ◦ F1,t (6.17)

Ces deux méthodes n’utilisent qu’un seul réseau pour apprendre le mouvement entre
des images adjacentes lors de l’entraînement. Toutes les méthodes de références sont
entrainées pendant autant d’epochs que notre modèle.

6.3.4 Résultats et comparaison avec l’état de l’art

Les tableaux 6.1 et 6.2 comparent les performances de similarité, de segmen-
tation et de régularisation entre l’approche proposée et les méthodes présentées
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dans la section 6.3.3. Tandis que le tableau 6.1 présente les résultats moyens sur
toutes les phases, le tableau 6.2 évalue uniquement le mouvement entre ED et ES.
Notre modèle a obtenu de meilleurs résultats pour chaque structure cardiaque et
pour toutes les métriques de segmentation et de similarité. Les p-values estimées
entre notre méthode et RAFT montrent que tous ces résultats sont statistiquement
significatifs. Concernant la régularisation (det(JF ) ≤ 0), les performances sont com-
parables à celles de Voxelmorph sans le post-traitement difféomorphique ainsi qu’au
modèle Bioinformed. Il est à noter que Voxelmorph avec la fonction de coût NCC
obtient les seconds meilleurs résultats de similarité tout en ayant un pourcentage
limité de pixels avec un Jacobien négatif, surtout pour le mouvement vers la phase
de fin-systole. Malgré ces bons résultats, VM-NCC ne préserve pas aussi bien les
contours des structures cardiaques que les méthodes concurrentes, comme en at-
teste les tableaux 6.1 et 6.2. VM-Dif, qui utilise également la fonction de coût MSE,
a obtenu 0% de pixels avec un Jacobien négatif grâce à la méthode "scaling and
squarring" utilisée pour calculer l’application exponentielle du flux prédit (se référer
à Dalca et al. 2019 pour plus d’informations). Ainsi, ce dernier modèle présente les
meilleurs résultats en termes de régularité, sans détériorer les performances de seg-
mentation par rapport à VM-MSE. De même, SyN génère également des champs de
déformation difféomorphiques entraînant 0% de pixels avec un Jacobien négatif. Les
méthodes de recalage itératif n’ont pas atteint les performances de segmentation des
autres modèles. Cependant, elles ont obtenu des scores de similarité satisfaisants avec
des valeurs de SSIM supérieures à VM-MSE, VM-dif et SyN. Il convient de noter
qu’IterWarpFlow a obtenu de mauvaises performances en termes de régularisation
du flux de déformation, obtenant les pires résultats de nombre moyen de pixels avec
un Jacobien négatif. Cela peut probablement s’expliquer par l’étape d’interpolation
requise à chaque fois qu’un champ de déformation est déformé. En revanche, étant
donné qu’IterWarpImg ne calcule des champs de déformation qu’entre des images
adjacentes, la mesure de régularisation du flux de mouvement est bien meilleure. Il
est également à noter que RAFT obtient les meilleures performances de régulari-
sation parmi les méthodes non-difféomorphiques. Cela s’explique probablement par
l’absence de décodeur convolutionel et l’usage, à la place, d’une simple couche de
"convex upsampling", ce qui limite l’accès aux informations de haute-résolution mais
permet d’obtenir des mouvements plus réguliers. Cette forte régularisation explique
peut-être les moins bons résultats de similarité obtenus par cette méthode.
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Table 6.1 – Résultats de segmentation, de régularisation et de similarité pour
toutes les phases.
Comparaison avec les méthodes de référence (± écart type). L’annotation de segmentation de chaque
image d’une séquence est déformée vers l’annotation de segmentation de ED. Les p-values sont
calculées entre notre méthode et RAFT.

Méthode Moyenne VG MYO VD

Dice

VM-MSE 94.95± 2.24 96.60± 1.90 91.76± 3.81 96.49± 2.01
VM-NCC 94.69± 2.86 96.29± 2.90 91.67± 4.32 96.10± 2.42
VM-Dif 94.93± 2.31 96.59± 1.99 91.70± 3.87 96.50± 2.08

Bioinformed 95.24± 1.70 96.98± 1.39 92.20± 2.98 96.55± 1.64
RAFT 95.62± 1.42 97.27± 1.19 92.77± 2.60 96.82± 1.37
SyN 93.61± 4.52 95.01± 5.16 90.18± 6.53 95.64± 3.24

IterWarpImg 93.39± 3.69 94.50± 4.36 89.37± 6.01 96.31± 1.87
IterWarpFlow 93.18± 3.56 94.46± 4.21 88.99± 5.84 96.10± 1.83
Notre approche 96.12± 1.12 97.52± 1.08 93.59± 2.13 97.26± 1.10

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

ASSD (mm)

VM-MSE 0.09± 0.07 0.07± 0.06 0.13± 0.10 0.07± 0.07
VM-NCC 0.11± 0.10 0.09± 0.13 0.14± 0.11 0.09± 0.11
VM-Dif 0.09± 0.07 0.07± 0.07 0.13± 0.10 0.07± 0.07

Bioinformed 0.08± 0.05 0.06± 0.04 0.12± 0.08 0.06± 0.05
RAFT 0.07± 0.04 0.05± 0.03 0.10± 0.07 0.06± 0.04
SyN 0.16± 0.21 0.17± 0.31 0.19± 0.20 0.12± 0.18

IterWarpImg 0.14± 0.13 0.16± 0.21 0.19± 0.15 0.07± 0.06
IterWarpFlow 0.15± 0.13 0.16± 0.20 0.20± 0.15 0.08± 0.06
Notre approche 0.06± 0.03 0.05± 0.03 0.09± 0.07 0.05± 0.02

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

HD (mm)

VM-MSE 3.02± 1.36 2.69± 1.25 2.92± 1.50 3.44± 1.83
VM-NCC 3.47± 1.90 3.04± 1.84 3.29± 1.87 4.08± 2.56
VM-Dif 2.96± 1.27 2.66± 1.21 2.88± 1.40 3.33± 1.66

Bioinformed 2.96± 1.07 2.61± 1.01 2.87± 1.25 3.39± 1.61
RAFT 2.61± 0.83 2.27± 0.78 2.53± 0.95 3.05± 1.32
SyN 3.83± 2.39 3.52± 2.53 3.79± 2.59 4.17± 2.60

IterWarpImg 3.81± 1.90 3.78± 2.19 3.95± 2.18 3.69± 1.81
IterWarpFlow 3.91± 1.86 3.89± 2.14 4.12± 2.22 3.71± 1.76
Notre approche 2.43± 0.75 2.16± 0.81 2.42± 0.97 2.72± 1.11

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

% det(JF ) ≤ 0
(heart)

VM-MSE 0.22± 1.47 0.39± 3.00 0.07± 0.51 0.20± 1.42
VM-NCC 0.18± 0.32 0.32± 0.68 0.07± 0.22 0.14± 0.40
VM-Dif 0.0± 0.0 0.0± 0.0 0.0± 0.0 0.0± 0.0

SyN 0.0± 0.0 0.0± 0.0 0.0± 0.0 0.0± 0.0
Bioinformed 0.23± 1.05 0.39± 2.03 0.08± 0.41 0.21± 1.03

RAFT 0.04± 0.30 0.09± 0.66 0.02± 0.12 0.03± 0.30
IterWarpImg 0.01± 0.02 0.01± 0.03 0.00± 0.03 0.01± 0.04
IterWarpFlow 0.45± 0.79 0.75± 1.33 0.21± 0.47 0.40± 0.90
Notre approche 0.19± 0.45 0.35± 0.99 0.10± 0.38 0.13± 0.44

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

SSIM
(heart)

VM-MSE 0.73± 0.06 0.71± 0.07 0.75± 0.08 0.73± 0.06
VM-NCC 0.79± 0.05 0.77± 0.06 0.81± 0.06 0.80± 0.06
VM-Dif 0.72± 0.06 0.70± 0.07 0.74± 0.08 0.72± 0.07

SyN 0.71± 0.06 0.68± 0.07 0.74± 0.08 0.71± 0.08
Bioinformed 0.75± 0.05 0.73± 0.06 0.77± 0.07 0.75± 0.06

RAFT 0.70± 0.06 0.67± 0.08 0.73± 0.08 0.69± 0.07
IterWarpImg 0.74± 0.06 0.71± 0.07 0.76± 0.07 0.76± 0.06
IterWarpFlow 0.77± 0.05 0.74± 0.06 0.79± 0.06 0.79± 0.06
Notre approche 0.84± 0.05 0.83± 0.05 0.84± 0.05 0.85± 0.05

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001
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Table 6.2 – Résultats de segmentation, de régularisation et de similarité unique-
ment pour la phase ES.
Comparaison avec les méthodes de référence (± écart type). L’annotation de segmentation de
l’image ES est déformée vers l’annotation de segmentation de ED. Les p-values sont calculées
entre notre méthode et RAFT.

Méthode Moyenne VG MYO VD

Dice

VM-MSE 93.08± 1.98 95.06± 2.25 89.10± 2.99 95.07± 2.25
VM-NCC 90.67± 2.92 92.61± 4.09 86.51± 4.04 92.90± 3.11
VM-Dif 93.08± 1.95 95.17± 2.21 88.99± 3.00 95.07± 2.25

Bioinformed 94.31± 1.55 96.33± 1.73 90.85± 2.36 95.76± 1.67
RAFT 94.57± 1.31 96.64± 1.53 91.09± 2.61 95.98± 1.34
SyN 86.73± 5.54 87.39± 7.50 81.29± 7.74 91.51± 4.80

IterWarpImg 87.57± 2.89 88.26± 4.30 80.61± 5.70 93.83± 2.06
IterWarpFlow 88.09± 2.67 89.20± 4.01 81.22± 5.40 93.86± 1.96
Notre approche 95.54± 0.97 97.33± 0.93 92.51± 2.32 96.77± 1.04

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

ASSD (mm)

VM-MSE 0.14± 0.07 0.12± 0.09 0.18± 0.07 0.12± 0.09
VM-NCC 0.25± 0.16 0.25± 0.25 0.26± 0.13 0.23± 0.19
VM-Dif 0.14± 0.08 0.12± 0.09 0.18± 0.08 0.12± 0.10

Bioinformed 0.11± 0.05 0.08± 0.06 0.14± 0.06 0.09± 0.06
RAFT 0.10± 0.06 0.07± 0.05 0.15± 0.14 0.08± 0.04
SyN 0.45± 0.34 0.57± 0.55 0.46± 0.28 0.33± 0.32

IterWarpImg 0.35± 0.16 0.45± 0.30 0.43± 0.19 0.16± 0.10
IterWarpFlow 0.32± 0.15 0.40± 0.26 0.41± 0.17 0.15± 0.09
Notre approche 0.08± 0.05 0.05± 0.03 0.13± 0.14 0.06± 0.03

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

HD (mm)

VM-MSE 4.21± 1.23 3.66± 1.16 3.86± 1.37 5.11± 1.87
VM-NCC 6.10± 1.93 5.48± 2.06 5.61± 2.15 7.21± 2.68
VM-Dif 4.03± 1.17 3.59± 1.16 3.73± 1.16 4.79± 1.73

Bioinformed 3.69± 1.24 3.28± 1.28 3.54± 1.64 4.25± 1.66
RAFT 3.30± 0.77 2.78± 0.78 3.15± 1.27 3.95± 1.37
SyN 7.29± 2.27 7.27± 2.63 7.44± 2.65 7.18± 2.44

IterWarpImg 6.66± 1.38 6.80± 1.68 7.07± 1.75 6.10± 1.79
IterWarpFlow 6.55± 1.36 6.61± 1.65 7.16± 1.79 5.87± 1.76
Notre approche 2.92± 0.79 2.46± 0.74 2.90± 1.43 3.41± 1.33

p-value < 0.0001 0.0002 0.0050 0.0003

% det(JF ) ≤ 0
(heart)

VM-MSE 0.80± 2.87 1.50± 5.93 0.28± 0.94 0.61± 2.57
VM-NCC 0.47± 0.41 0.85± 0.94 0.20± 0.32 0.36± 0.66
VM-Dif 0.0± 0.0 0.0± 0.0 0.0± 0.0 0.0± 0.0

SyN 0.0± 0.0 0.0± 0.0 0.0± 0.0 0.0± 0.0
Bioinformed 0.80± 2.13 1.46± 4.39 0.33± 0.79 0.61± 1.81

RAFT 0.19± 0.63 0.41± 1.46 0.08± 0.27 0.09± 0.47
IterWarpImg • • • •
IterWarpFlow 1.48± 1.38 2.31± 2.28 0.81± 0.94 1.32± 1.76
Notre approche 0.74± 0.87 1.41± 2.12 0.38± 0.67 0.43± 0.92

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

SSIM
(heart)

VM-MSE 0.60± 0.09 0.57± 0.11 0.61± 0.11 0.61± 0.10
VM-NCC 0.63± 0.11 0.57± 0.14 0.65± 0.10 0.66± 0.13
VM-Dif 0.59± 0.09 0.55± 0.11 0.61± 0.11 0.60± 0.11

SyN 0.51± 0.14 0.43± 0.18 0.58± 0.13 0.52± 0.19
Bioinformed 0.64± 0.08 0.62± 0.10 0.65± 0.10 0.65± 0.09

RAFT 0.58± 0.09 0.55± 0.12 0.62± 0.10 0.58± 0.12
IterWarpImg 0.59± 0.10 0.51± 0.13 0.62± 0.11 0.64± 0.12
IterWarpFlow 0.60± 0.09 0.52± 0.12 0.63± 0.10 0.66± 0.11
Notre approche 0.73± 0.08 0.72± 0.10 0.72± 0.09 0.76± 0.09

p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001
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La Figure 6.3 présente des résultats de recalage d’images à l’aide du flux optique
calculé pour chaque méthode de référence ainsi que pour notre méthode. L’image de
fin systole est recalée vers l’image de fin diastole. On peut voir que la méthode Iter-
WarpImg donne une image floutée du fait de l’application successive de la fonction
de warping qui effectue une interpolation bilinéaire à chaque étape.

Figure 6.3 – Exemple de recalage d’image à l’aide du flux optique calculé pour
toutes les méthodes comparées. L’image ES (moving) est recalée vers l’image ED
(fixed). Mieux vu en zoomant.

La Figure 6.4 présente le flux optique superposé à l’image de fin diastole pour le
même patient que la Figure 6.3 et pour toutes les méthodes sauf IterWarpImg qui ne
calcule pas le flux optique entre l’image ED et ES. On peut voir que IterWarpFlow
donne de mauvais résultats. De plus notre approche semble produire un flux optique
légèrement moins régulier que VM-MSE, VM-Dif, SyN et RAFT.

Figure 6.4 – Exemple de flux optique superposé à l’image de fin diastole pour toutes
les méthodes sauf IterWarpImg qui ne calcule pas le flux optique entre l’image ED et
ES. Le flux optique est échantillonné avec un pas de 4 pixels. Mieux vu en zoomant.
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La Figure 6.5 présente un exemple de suivi de points entre les images ED et
ES. On peut voir que notre approche déplace les points plus près des points de
vérité terrain que les autres méthodes. Les méthodes IterWarpFlow et IterWarpImg
ne semblent pas donner de résultats satisfaisants pour cette séquence spécifique.
Cela vient probablement des recalages successifs des flux optiques et des images en
inférence. Ce post traitement introduit une interpolation bilinéaire à chaque étape
qui est susceptible de réduire la précision des déplacements.

Figure 6.5 – Exemple de suivi de points de contour. Les points de contour de la
phase ED sont déplacés à l’aide du flux optique allant de ED vers ES. Les points
de vérité terrain à ES sont en vert et les points prédits en rouge. Les points sont
affichés sur l’image de la phase ES. Mieux vu en zoomant.
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La Figure 6.6 présente le résultat de l’application de la déformation prédite par
notre approche entre ES et ED à une grille 2D ainsi qu’un grossissement sur une
zone contenant des pixels avec un Jacobien négatif. Il est apparent que ces zones
se caractérisent par une inversion locale de l’orientation avec des lignes de la grille
poussées l’une vers l’autre au point de se croiser.

Figure 6.6 – Grille 2D déformée par l’application du champ de déformation et
zoom sur une zone contenant des pixels avec un Jacobien négatif. Le maillage a été
coloré en fonction de la valeur du Jacobien. Mieux vu en zoomant.
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La figure 6.7 présente le graphique de fréquences cumulées des EPE moyennes
pour l’ensemble des méthodes. Comme on peut le voir dans ce graphique, le nombre
de flux optiques avec une EPE moyenne supérieure à 1.5 pixels s’élève à environ
20% pour notre modèle, contre environ 40% pour RAFT, la méthode de référence
la plus performante. Ce graphique montre que notre approche contribue à une dimi-
nution du nombre de flux de mouvements prédits ayant une erreur de déplacement
importante.

Figure 6.7 – Fréquences cumulées des EPE moyennes pour notre approche et les
méthodes de références. Les valeurs en ordonnée correspondent au pourcentage des
données avec une EPE supérieure à la valeur correspondante sur l’axe des abscisses.

Les résultats de suivi de points sont présentés Tableau 6.3 lorsqu’ils sont estimés
sur toutes les images de la séquence et Tableau 6.4 lorsqu’ils sont calculés à partir
du plus grand mouvement, entre ED et ES. On peut voir que la méthode proposée
obtient de meilleurs résultats dans les deux cas, avec un EPE et un F1-all plus
faibles. Parmi les méthodes de référence, RAFT est classée deuxième pour le suivi de
points (EPE et F1-all) et les p-values montrent que les résultats sont statistiquement
significatifs. Toutes les méthodes parviennent à mieux suivre les points de contours
de l’épicarde que ceux de l’endocarde et du ventricule droit. Cela s’explique par la
plus faible quantité de mouvement à estimer dans cette zone.
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Table 6.3 – Résultats de suivi de points pour toutes les phases.
Comparaison avec les méthodes de base (EPE ± écart-type, F1-all ± écart-type). Les p-values sont
calculées entre notre méthode et RAFT. EPI = Epicarde, ENDO = Endocarde.

Methode Moyenne VD EPI ENDO

EPE (pixels)

VM-MSE 1.44± 0.54 1.57± 0.68 1.31± 0.51 1.44± 0.58
VM-NCC 1.51± 0.60 1.65± 0.75 1.30± 0.53 1.57± 0.71
VM-Dif 1.42± 0.54 1.55± 0.67 1.31± 0.51 1.40± 0.58
Bioinformed 1.53± 0.56 1.68± 0.67 1.43± 0.54 1.48± 0.57
RAFT 1.37± 0.52 1.53± 0.66 1.29± 0.52 1.29± 0.49
SyN 1.82± 0.73 1.88± 0.85 1.50± 0.61 2.09± 0.94
IterWarpImg 1.76± 0.69 1.59± 0.67 1.40± 0.56 2.29± 1.02
IterWarpFlow 1.79± 0.68 1.62± 0.66 1.43± 0.56 2.32± 1.02
Notre approche 1.15± 0.43 1.26± 0.53 1.06± 0.40 1.13± 0.48
p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

F1-all (%)

VM-MSE 10.92± 9.08 12.65± 11.08 9.01± 8.67 11.11± 10.57
VM-NCC 12.08± 0.09 13.65± 11.00 9.02± 8.90 13.58± 11.62
VM-Dif 10.69± 9.11 12.56± 11.13 9.12± 8.92 10.39± 10.36
Bioinformed 11.60± 9.98 14.12± 11.86 9.94± 9.58 10.73± 10.72
RAFT 8.88± 8.55 11.50± 11.13 7.91± 8.30 7.22± 8.40
SyN 16.66± 10.29 16.53± 11.41 12.52± 10.71 20.94± 12.02
IterWarpImg 16.59± 10.70 13.56± 11.37 10.74± 10.00 25.48± 14.31
IterWarpFlow 16.71± 10.73 13.65± 11.40 10.87± 10.08 25.61± 14.32
Notre approche 5.96± 6.55 7.55± 8.56 4.73± 5.63 5.60± 8.06
p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

Table 6.4 – Résultats de suivi de points uniquement pour la phase ES.
Comparaison avec les méthodes de base (EPE ± écart-type, F1-all ± écart-type). Les p-values sont
calculées entre notre méthode et RAFT. EPI = Epicarde, ENDO = Endocarde.

Methode Moyenne VD EPI ENDO

EPE (pixels)

VM-MSE 2.30± 0.98 2.46± 1.33 1.99± 0.91 2.45± 1.23
VM-NCC 2.70± 1.29 2.87± 1.66 2.04± 0.99 3.21± 1.85
VM-Dif 2.25± 0.96 2.44± 1.31 2.00± 0.88 2.31± 1.23
Bioinformed 2.17± 0.87 2.38± 1.11 2.05± 0.89 2.08± 0.94
RAFT 1.98± 0.84 2.22± 1.15 1.83± 0.83 1.90± 0.89
SyN 3.74± 1.86 3.69± 2.21 2.64± 1.24 4.89± 2.74
IterWarpImg 3.21± 1.57 2.50± 1.18 2.30± 1.15 4.81± 2.77
IterWarpFlow 3.19± 1.34 2.60± 1.28 2.24± 1.00 4.71± 2.27
Notre approche 1.71± 0.74 1.87± 1.01 1.56± 0.69 1.69± 0.81
p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

F1-all (%)

VM-MSE 24.78± 19.20 25.98± 20.49 19.56± 19.89 28.80± 27.08
VM-NCC 31.18± 20.94 29.81± 21.29 21.66± 21.15 42.08± 31.11
VM-Dif 24.03± 19.09 25.87± 20.71 19.99± 19.96 26.21± 26.19
Bioinformed 22.44± 18.23 25.45± 19.95 20.15± 19.82 21.73± 22.49
RAFT 18.49± 16.53 22.02± 19.77 15.97± 17.23 17.48± 20.73
SyN 45.40± 24.17 40.87± 25.35 32.45± 27.13 62.89± 30.55
IterWarpImg 38.22± 23.21 29.42± 21.91 25.40± 23.83 59.85± 32.77
IterWarpFlow 39.12± 20.77 29.74± 21.80 23.79± 21.15 63.84± 29.40
Notre approche 13.53± 14.50 15.49± 16.37 11.08± 13.65 14.04± 19.59
p-value < 0.0001 < 0.0001 < 0.0001 0.0001
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Le Tableau 6.5 présente les résultats pour l’estimation de la déformation myo-
cardique et du ventricule droit (VD). Encore une fois, la méthode proposée obtient
les meilleurs résultats et RAFT les deuxièmes meilleurs, même si Bioinformed prédit
plus précisément que RAFT la phase présentant le pic de déformation circonféren-
tielle pour le myocarde. Les méthodes SyN, IterWarpImg et IterWarpFlow donnent
des résultats inférieurs aux méthodes reposant entièrement sur l’apprentissage pro-
fond, pour l’estimation de la déformation circonférentielle du myocarde mais sont
plus précises pour la déformation du VD. Il est également important de noter que,
pour toutes les méthodes, l’estimation de la déformation radiale myocardique est
plus difficile que celle de la déformation circonférentielle.

Table 6.5 – Résultats de déformation.
Comparaison avec les méthodes de références (corrélation avec la valeur du pic de référence en
fin de systole (rv), corrélation avec les indices de référence (ri), pentes des droites de régression
correspondantes (slopev, slopei) et distance Euclidienne entre les courbes de déformation (dist)).

Méthode rv slopev ri slopei dist

Radiale

VM-MSE 0.52 0.46 0.79 0.96 1.97± 1.42
VM-NCC 0.53 0.28 0.61 0.94 2.27± 1.61
VM-Dif 0.56 0.48 0.78 0.92 1.88± 1.36
Bioinformed 0.63 0.55 0.87 0.96 1.56± 1.37
RAFT 0.77 0.40 0.88 0.98 1.67± 1.31
SyN 0.43 0.29 0.47 0.92 2.91± 1.97
IterWarpImg 0.49 0.34 0.53 1.04 3.84± 1.90
IterWarpFlow 0.55 0.45 0.60 1.13 3.66± 1.72
Notre approche 0.81 0.54 0.91 0.98 1.31± 1.03

circonférentiel

VM-MSE 0.77 0.88 0.83 1.00 0.28± 0.12
VM-NCC 0.71 0.60 0.75 1.13 0.40± 0.19
VM-Dif 0.78 0.95 0.87 1.04 0.27± 0.11
Bioinformed 0.83 0.78 0.90 0.98 0.23± 0.10
RAFT 0.88 0.80 0.87 0.97 0.19± 0.10
SyN 0.54 0.49 0.63 1.08 0.72± 0.30
IterWarpImg 0.63 0.54 0.79 1.04 0.74± 0.24
IterWarpFlow 0.63 0.54 0.78 1.02 0.69± 0.23
Notre approche 0.90 0.88 0.95 0.96 0.21± 0.09

VD

VM-MSE 0.63 0.63 0.72 0.71 0.49± 0.34
VM-NCC 0.55 0.46 0.73 0.90 0.64± 0.42
VM-Dif 0.67 0.69 0.72 0.69 0.47± 0.33
Bioinformed 0.72 0.75 0.83 0.82 0.44± 0.28
RAFT 0.77 0.70 0.80 0.75 0.39± 0.25
SyN 0.28 0.30 0.62 0.85 0.88± 0.60
IterWarpImg 0.69 0.62 0.82 0.78 0.47± 0.33
IterWarpFlow 0.73 0.68 0.83 0.80 0.48± 0.32
Notre approche 0.89 0.89 0.85 0.76 0.30± 0.19
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La Figure 6.8 présente le score de Dice moyen, le SSIM moyen au sein du coeur
et l’EPE moyenne par rapport à la distance à l’image ED en pourcentage du cycle
cardiaque. Comme toutes les vidéos n’ont pas le même nombre d’images, les résul-
tats ont été interpolés sur le nombre maximal d’images et moyennés sur toutes les
séquences. Ces graphiques montrent que, à mesure que la distance à la phase télédias-
tolique augmente (et donc la quantité de mouvement), l’écart de performance entre
l’approche proposée et les autres modèles s’agrandit, suggérant que notre modèle
maintient mieux la qualité des flux de mouvement estimés. Cela résulte probable-
ment de l’utilisation des images intermédiaires entre l’image ES et l’image ED, ce
qui réduit la quantité de mouvement présente pour chaque flux estimé.

(a) (b) (c)

Figure 6.8 – Score de Dice moyen (a), SSIM moyen (b) et EPE moyenne (c) des
méthodes de références et de notre méthode en fonction de la distance relative à
l’image de fin diastole en pourcentage du cycle cardiaque. Mieux vu en zoomant.

6.3.5 Limitations

Avoir deux réseaux distincts f1 et f2 entraîne une consommation élevée de mé-
moire GPU, ce qui limite le nombre d’images utilisées pour l’entraînement. De plus,
le premier réseau f1 est uniquement utilisé pour calculer le mouvement entre des
images adjacentes. En tant que tel, c’est un algorithme de flux optique classique
qui pourrait être remplacé par un réseau pré-entraîné pour libérer de la mémoire
GPU. Cela simplifierait également l’algorithme en réduisant le nombre de fonctions
de coûts. Au lieu d’utiliser un réseau pré-entraîné, la taille de f1 pourrait également
être réduite en supprimant son décodeur de sorte que la fusion des flux soit effectuée
à une résolution inférieure, entre les cartes de caractéristiques obtenues en sortie
de l’encodeur de f1 et de celui de f2. Par ailleurs, ce modèle tient compte unique-
ment du mouvement allant de la première image à l’image précédente pour effectuer
l’agrégation des flux de mouvements. Ce faisant, le réseau n’a pas connaissance des
mouvements intermédiaires et n’exploite donc pas pleinement l’information tempo-
relle. Enfin notre architecture ne calcule pas de volume de coûts, ce que l’on trouve
pourtant souvent dans la littérature et qui doit permettre d’améliorer la qualité du
flux estimé.
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6.4 Conclusion
Ce travail a présenté une nouvelle méthode d’estimation de mouvement semi-

supervisée pour suivre les pixels dans les séquences IRM. Comme généralement seules
les images ED et ES ont des annotations de segmentation de vérité terrain, la plupart
des travaux utilisent des méthodes non supervisées apprises sur toutes les images des
séquences ou des méthodes entièrement supervisées apprises uniquement sur ED et
ES. Dans les deux cas, les résultats ne sont pas optimaux. Nous proposons donc un
algorithme semi-supervisé qui utilise toutes les images de la séquence ainsi que les
annotations de segmentation de vérité terrain pour ED et ES. Un processus itératif
d’agrégation du mouvement a été présenté pour estimer le flux de mouvement entre
la première image de la séquence vidéo et toutes les autres images. Pour effectuer
cette tâche, un premier réseau a été mis au point pour prédire le mouvement entre
des images adjacentes, tandis qu’un second réseau est chargé de fusionner les flux sur
la séquence vidéo. L’approche proposée surpasse Voxelmorph, RAFT, Bioinformed,
et les méthodes de "warping" itératif présentées dans le cadre de cette étude, en
particulier lorsque le mouvement entre deux images est important.
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Chapitre 7

Réseau à mémoire et carte de
distances

7.1 Motivation

L’architecture présentée au chapitre 6 présente certaines limitations. La princi-
pale repose sur l’utilisation de 5 composantes dans la fonction de coût. Les change-
ments architecturaux et l’utilisation de nouveaux types de données (comme c’est le
cas dans cette partie avec les cartes de distance) nécessitent de modifier les poids
de chacune de ces composantes, rendant l’algorithme peu adaptable du fait de la
difficulté de fixer ces 5 poids de façon optimale. De plus, l’utilisation de deux réseaux
séparés nécessite d’importantes ressources mémoires et de nombreux paramètres qui
pourraient être alloués à d’autre modules (par exemple un convGRU pour exploiter
l’information temporelle, comme présenté en section 7.2.4). Par ailleurs, le modèle
de fusion du chapitre 6 s’appuie uniquement sur l’information temporelle entre la
première image de la séquence et l’image précédente et ne tient donc pas compte
des mouvements entre images intermédiaires. Enfin, ce dernier modèle ne calcule
pas de volume de coût, alors qu’il a pourtant été montré que cela aide à prédire des
mouvements plus précis (Fischer et al. 2015 ; Sun, Yang et al. 2018 ; Hui, Tang et
Loy 2018 ; Teed et Deng 2020).

Par conséquent, ce travail décrit une nouvelle méthode d’estimation de mouve-
ment semi-supervisée pour suivre les pixels dans une séquence vidéo. L’architecture
populaire de "Video Object Segmentation" (VOS) présentée par Oh et al. 2019 est
adaptée pour effectuer cette estimation. Plus précisément, à chaque itération, un
"query encoder" extrait des caractéristiques relatives à l’image actuelle, tandis que
les informations sur le mouvement entre la première image et l’image actuelle sont
compressées par un "memory encoder". L’algorithme fonctionne de manière itéra-
tive pour agréger progressivement le mouvement afin d’estimer un mouvement plus
large entre la première et toutes les autres images de la séquence. Comme pour la
méthode précédente, les vidéos sont séparées en deux parties au niveau de l’image de
fin systole en se basant sur la nature cyclique du signal cardiaque et chaque partie
est traitée indépendamment par le réseau. L’algorithme peut être appliqué à des
séquences de longueurs variables sans nécessiter de mécanisme de fenêtre glissante.

En outre, ce travail introduit des cartes de distance créées à partir des annota-
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tions de segmentation. Elles sont utilisées pour pondérer les pixels de la fonction de
coût, incitant le réseau à se concentrer sur les contours des structures cardiaques.
Les performances de la version entièrement non supervisée de la méthode sont com-
parées à celles de la version semi-supervisée (annotations de segmentation en ED et
ES) et entièrement supervisées (annotations de segmentations de toutes les images).
L’algorithme est entraîné et testé sur le jeu de données Quorum contenant des vi-
déos cardiaques (c.f. 2.5.5). Comme ce jeu de données a été traité par le logiciel
CardioTrack, nous disposons de l’information de déplacement des points de contour
ainsi que des annotations de segmentation pour toutes les images et pour toutes les
structures cardiaques, ce qui nous permet de mesurer les performances de la mé-
thode pour suivre les pixels dans le temps. Les déformations du ventricule gauche et
droit sont également calculées et comparées aux valeurs de références générées par
CardioTrack.

7.2 Méthode

7.2.1 Architecture proposée

Avant de revenir en détails sur l’architecture utilisée dans ce chapitre, il est
nécessaire de rappeler le fonctionnement des réseaux à mémoire. Ces derniers ont
principalement été utilisés pour la segmentation d’image mais de récents travaux
ont porté sur l’adaptation de cette architecture à l’estimation du flux optique.

Le travail fondateur présenté par Oh et al. 2019 a introduit une nouvelle archi-
tecture de réseau pour effectuer la segmentation vidéo d’objets qui a été largement
adoptée dans des études ultérieures. L’algorithme traite séquentiellement les images
d’une vidéo. A chaque itération, l’image actuelle est encodée par un "query enco-
der" tandis que les images précédentes et leurs masques de segmentation prédits ou
de vérité terrain associés sont encodés par un "memory encoder". À la résolution
la plus basse, les caractéristiques courantes interagissent avec les caractéristiques
de la mémoire pour récupérer des informations pertinentes via une opération de
"space-time memory read". Les études suivantes ont essayé d’améliorer l’opération
de lecture de la mémoire en concentrant le processus de correspondance dense sur les
pixels les plus pertinents, avec une fenêtre gaussienne (Seong, Hyun et Kim 2020),
un processus de sélection topK (Cheng, Tai et Tang 2021a), ou en définissant une
région d’intérêt autour du masque des images passées (Xie, Yao et al. 2021). Seong,
Oh et al. 2021 réutilisent les pixels de correspondance topK à basse résolution pour
guider le processus d’attention à des résolutions plus élevées, bénéficiant ainsi de
l’information multi-échelle de la mémoire. Les "positional encoding" sinusoïdaux
ont également été utilisés pour permettre aux caractéristiques actuelles de suivre
des pixels similaires situés aux mêmes positions dans la mémoire (Hu, Zhang et al.
2021). Cheng, Tai et Tang 2021b ont utilisé une mesure de similarité L2 plutôt que le
produit scalaire habituel dans le processus de lecture de la mémoire. En effet, ils ont
montré que cette distance donne plus de poids aux valeurs non dominantes, évitant
que les pixels à forte réponse ne suppriment les autres réponses. Plutôt que d’utiliser
l’opération de "space-time memory read", certaines études ont utilisé des couches
transformer soit pour interagir avec la mémoire en utilisant l’attention croisée (Yang,
Wei et Yang 2021), soit en effectuant une self-attention entre un sous-ensemble de
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tokens dans la mémoire et les caractéristiques actuelles (Duke et al. 2021). Liu, Yu
et al. 2022 s’intéressent à la qualité des cartes de caractéristiques stockées dans la
mémoire plutôt qu’à l’opération de lecture de mémoire. Plus précisément, ils réuti-
lisent l’encodeur de mémoire pour décider si un masque de segmentation prédit et
son image correspondante doivent être encodés dans la mémoire. Au lieu d’utiliser
une seule mémoire pour stocker toutes les images, Cheng et Schwing 2022 ont utilisé
trois mémoires de tailles fixes différentes qui sont mises à jour à des fréquences diffé-
rentes. Dong et Fu 2024 appliquent l’architecture VOS à l’estimation du flux optique
et rééchelonnent les poids d’attention dans l’opération de lecture de la mémoire de
sorte que le réseau puisse s’adapter plus facilement à une séquence contenant un
nombre d’images différent en inférence.

Nous reprenons ici les mêmes notations que dans le chapitre 6 en ayant pour
objectif d’estimer le mouvement de chaque pixel F1,t entre la première image I1 et
chacune des autres images It ∀t ∈ [2;T ] d’une séquence S. Comme démontré au
chapitre précédent avec l’introduction des deux méthodes « naïves » IterWarpImg
et IterWarpFlow, l’application répétée d’algorithmes d’estimation du flux optique
ou de recalage d’images avec un mécanisme de fenêtre glissante ou par composition
successive des mouvements peut conduire à des performances sous-optimales pour
deux raisons principales. Premièrement, cette méthode ne tient pas compte de la
relation temporelle entre les images non adjacentes, ce qui peut potentiellement
conduire à une estimation de mouvements irréguliers. Deuxièmement, cette approche
aurait probablement du mal à estimer ces mouvements à mesure que la distance
par rapport à la première image augmente. Sur la base de cette hypothèse, nous
introduisons un algorithme, inspiré de l’architecture présentée dans Oh et al. 2019,
qui fonctionne de manière itérative et agrège progressivement les informations de
mouvement entre les images adjacentes It−1 et It en s’appuyant sur le mouvement
estimé F1,t−1. Ce faisant, la quantité de mouvement à estimer est faible à chaque
itération, rendant la tâche plus facile pour le réseau. De plus, l’utilisation de F1,t−1

permet de prédire des déplacements temporellement cohérents. Par ailleurs, comme
détaillé en section 7.2.7, du fait de l’usage d’un seul décodeur, cet algorithme repose
sur une fonction de coût comprenant 3 composantes, contre 5 pour l’approche du
chapitre 6. Cela rend plus aisée l’utilisation des cartes de distances décrites en section
7.2.6.

7.2.2 Jeu de données et modalités d’entrainement et d’infé-
rence

Nous utilisons le même jeu de données que celui décrit dans le chapitre 6 avec
la même séparation pour les données d’entrainement, de validation, et de test. Les
séquences sont traitées de la même façon en entrainement et durant l’inférence et
les modèles sont également entrainés pendant 180 epochs. Tout comme au chapitre
6, les séquences contiennent N = 12 images en entrainement.

7.2.3 Agrégation itérative du mouvement

L’architecture du réseau, similaire à Oh et al. 2019, est illustrée Figure 7.1. De
même qu’au chapitre 4, l’architecture est similaire à celle de U-Net avec des enco-
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deurs et un décodeur introduisant plusieurs résolutions reliées, à chaque étage, par
des connexions. Plus précisément, à chaque itération sur une image de la séquence,
un "query encoder" encQ est utilisé pour extraire les caractéristiques Qt de l’image
It, tandis qu’un "memory encoder" encM extrait les caractéristiques Mt−1 liées aux
prédictions passées. Contrairement à Oh et al. 2019, nous ne stockons pas les cartes
de caractéristiques des prédictions passées dans une mémoire, mais nous nous ap-
puyons uniquement sur la dernière carte de caractéristiques encodée par encM . En
effet, comme expliqué dans Dong et Fu 2024, et comme confirmé par nos expériences,
nous n’avons constaté aucune amélioration en utilisant plus d’une carte de carac-
téristiques en mémoire. À la résolution la plus basse, Qt porte attention à Qt−1 et
Mt−1 avant d’être sur échantillonné par un décodeur convolutionnel.

Figure 7.1 – Architecture du réseau

Afin d’estimer le flux de mouvement de I1 vers toutes les autres images, l’algo-
rithme proposé traite séquentiellement les images et agrège les mouvements inter-
images. L’information de mouvement entre I1 et It−1 est encodée par encM et notée
Mt−1 ∈ RW×H×D avec H = H

8
, W = W

8
, et D le nombre de caractéristiques. Plus

spécifiquement, à chaque itération t, encM traite un tenseur à plusieurs canaux Xt−1

défini comme suit :

Xt−1 = [I1, It−1, F1,t−1, Rt−1,1, Et−1,1] ∀ t ∈ [2, T ] (7.1)

où [...] fait référence à l’opération de concaténation le long de la dimension des
canaux. Rt−1,1 et Et−1,1 sont respectivement l’image It−1 déformée avec le flux F1,t−1

et l’erreur de cette déformation par rapport à I1. Ils sont donc définis de la façon
suivante :

Rt−1,1 = It−1 ◦ F1,t−1 Et−1,1 = Rt−1,1 − I1 ∀ t ∈ [3, T ] (7.2)

où ◦ est la fonction de "warping". L’algorithme est initialisé avec F1,1 = 0, R1,1 = I1,
and E1,1 = 0. Rt−1,1 et Et−1,1 sont transmis à encM pour atténuer la propagation
des erreurs et permettre au réseau d’ajuster les prédictions de mouvement.
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De plus, à chaque itération, encQ prend en entrée It et extrait, à la résolution la
plus basse, les caractéristiques Qt ∈ RW×H×D. Des couches transformers permettent
alors d’effectuer de la cross-attention avec Mt−1 et Qt−1, avant que le tenseur ne
soit décodé en intégrant les "skip connections" dans un module de fusion. À chaque
itération, le réseau f produit un flux résiduel qui est ajouté au mouvement courant
par rapport à la première image :

F1,t = F1,t−1 + f(It, It−1) ∀t ∈ [2, T ] (7.3)

7.2.4 Intégration des mouvements passés

À la résolution la plus basse, à chaque itération, Qt prête attention à la fois à
Qt−1 et à Mt−1 en utilisant une couche transformer T similaire à celle introduite
dans Vaswani et al. 2017. Plus précisément, à chaque itération, Qt utilise T pour
produire B1 et B2 qui intègrent respectivement les informations de Qt−1 et Mt−1 :

B1 = T (Qt, Qt−1, Qt−1) (7.4)
B2 = T (Qt, Q1,Mt−1) (7.5)

où T prend en entrée Q, K et V et peut être décrite comme la succession des
opérations suivantes :

Z1 = LayerNorm(Q+ A(Q,Q,Q))

Z2 = LayerNorm(Z1 + A(Z1, K, V ))

T (Q,K, V ) = LayerNorm(Z2 + MLP(Z2))

(7.6)

où A est la fonction d’attention décrite par Vaswani et al. 2017. Notez que, contraire-
ment à ce que l’on trouve habituellement dans la littérature pour la cross-attention,
une key et une value différentes sont utilisées dans l’équation 7.5. Plus précisément,
nous effectuons une correspondance avec la key Q1 plutôt que Mt−1. Cela est dû au
fait que Q1 est également généré par encQ, garantissant ainsi une correspondance
plus précise. De plus, Mt−1 est aligné spatialement avec Q1 puisque encM prend en
entrée F1,t−1 qui provient de I1. Par conséquent, nous supposons qu’il n’y a pas de
désalignement spatial entre la key Q1 et la value Mt−1.

B1 ∈ RW×H×D et B2 ∈ RW×H×D sont ensuite concaténés le long de la dimension
des caractéristiques pour former le tenseur xt ∈ RW×H×2D, puis passés à un bloc
résiduel (resBlock) avec une taille de filtre de 3× 3 pixels pour réduire le nombre de
caractéristiques à D. Ensuite, xt est passé à un convGRU (Ballas et al. 2016) définit
ci-dessous d’une façon similaire à Teed et Deng 2020 :

zt = σ(Conv3x3([ht−1,xt],Wz))

rt = σ(Conv3x3([ht−1,xt],Wr))

ht̃ = tanh (Conv3x3([rt ⊙ ht−1,xt],Wh))

ht = (1− zt)⊙ ht−1 + zt ⊙ ht̃

(7.7)

où Wz, Wr, Wh ∈ RD×2D×3×3 sont des matrices de poids apprenables, ht ∈
RW×H×D est le "hidden state" produit à l’itération t. σ est la fonction sigmoïde,
[...] désigne l’opération de concaténation le long de la dimension des canaux et ⊙
est le produit de Hadamard. Nous initialisons h1 = 0. Le convGRU permet au
réseau d’accéder aux informations de mouvement des images précédentes afin de
produire des résultats temporellement cohérents. La sortie de la couche convGRU
ht est ensuite sur-échantillonnée par un décodeur convolutionnel.
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7.2.5 Décodage et skip connections

Notre décodeur est similaire au décodeur convolutionnel présent dans l’archi-
tecture U-net (Ronneberger, Fischer et Brox 2015), mais utilise des connexions ré-
siduelles. De plus, au lieu de simplement concaténer les cartes de caractéristiques
intermédiaires de encQ avec les cartes de caractéristiques de même résolution du
décodeur, les skip connections intègrent également à chaque résolution les carac-
téristiques Qt−1 produites par encQ à l’itération précédente et les caractéristiques
Mt−1 générées par encM . Ce processus est décrit Figure 7.2.
Pour chaque résolution r ∈ {1, 2, 4}, nous calculons d’abord le volume de coût
Cr

s ∈ RW
rs

×H
rs

×(2d+1)2 , pour tous les patchs de Qr
t séparés par une stride s, et un

nombre limité de patchs de Qr
t−1 situés dans un voisinage de rayon d. Plus préci-

sément, pour un patch de coordonnées x1 dans Qr
t et x2 dans Qr

t−1, le coût c est
calculé comme suit :

c(x1,x2) =
Qr

t (x1) ·Qr
t−1(x2)

∥Qr
t (x1)∥∥Qr

t−1(x2)∥
(7.8)

avec |x1 − x2| < 2d + 1. En raison de la contrainte de mémoire GPU, nous utili-
sons s = 4

r
. Cr

s est ensuite sur-échantillonné à l’aide d’une convolution transposée
pour récupérer la résolution originale et passé à travers un bloc résiduel pour ex-
traire les caractéristiques Qr

t;t−1 ∈ RW
r
×H

r
×D. Ensuite, nous concaténons Qr

t;t−1 avec
M r

t−1 le long de la dimension des caractéristiques avant de réduire le nombre de
caractéristiques avec un bloc résiduel pour obtenir le tenseur QMr

t;t−1 ∈ RW
r
×H

r
×D :

QMr
t;t−1 = Resblock([Qr

t;t−1,M
r
t−1]) (7.9)

QMr
t;t−1 est ensuite concaténé avec la carte de caractéristiques de même résolution

correspondante du décodeur.

Figure 7.2 – Fusion des cartes de caractéristiques intermédiaires avant concaténa-
tion avec les cartes du décodeur pour une seule résolution.

7.2.6 Carte de distance pour la pondération de la fonction
de coût

Pour chaque image du jeu de données, nous calculons une carte de distance à la
cavité ventriculaire droite (VD), l’endocarde (ENDO) et l’épicarde (EPI) à partir des
annotations de segmentation de vérité terrain. Cette carte est utilisée pour pondérer
les fonctions de coût en fonction de la distance à ces structures anatomiques. L’idée
est que le réseau puisse se concentrer sur les régions importantes pour le calcul de la
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déformation. Les segmentations de vérité terrain contiennent des annotations pour
le VD, la cavité ventriculaire gauche (VG) et le myocarde (MYO), de façon similaire
à ce qui est couramment trouvé dans la segmentation d’images médicales cardiaques
(Bernard et al. 2018 ; Campello et al. 2021 ; Radau et al. 2009). Le processus de
calcul des cartes de distance à partir des annotations de segmentation de vérité
terrain est effectué avant l’entraînement. Les contours du myocarde et du VD sont
extraits en utilisant un gradient morphologique et la distance x de chaque point de
contour à la structure anatomique la plus proche est calculée. Enfin, la dérivée de
la fonction sigmoïde est utilisée pour rééchelonner les distances de façon à obtenir
la carte de distance δ ∈ RH×W :

δ =
4e−x

(1 + e−x)2
(7.10)

Dans l’équation ci-dessus, la multiplication par 4 permet d’avoir une valeur maxi-
mum de 1 sur les points de contour. Dans nos expériences, nous étudions l’impact de
l’exponentiation des cartes de distance à la puissance k. Notons δk la carte obtenue
en élevant chaque pixel de δ à la puissance k. Avec k = 0, toutes les valeurs de la
carte de distance sont égales à 1 et par conséquent, aucune pondération spatiale
n’est appliquée aux fonctions de coût. Augmenter k entraîne une différence plus
importante entre les distances élevées et les distances faibles, accordant ainsi une
importance accrue aux erreurs près des contours de l’endocarde, de l’épicarde et du
VD relativement aux autres pixels. La Figure 3.5 montre des exemples de carte de
distance. Dans la suite, nous notons δt la carte de distance correspondant à la t ème
image de la séquence.
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Figure 7.3 – Première ligne : image et sa segmentation de vérité terrain. Lignes
suivantes : Cartes de distance δk avec différents exposants k.

7.2.7 Fonctions de coût

La fonction de coût est composée de plusieurs parties.
La première évalue la similarité entre IED et les images du cycle cardiaque It

recalées sur IED à partir du flux estimé F1,t :

Lk
sim(I1, Rt,1) =

1

|Ω|
∑︂
p∈Ω

δk1(p)× (1− NCC(I1, Rt,1)(p)) (7.11)

où Ω est l’ensemble des pixels p d’une image et δk1(p) est la valeur de la carte de
distance de l’image ED (t=1) à la position p, élevée à la puissance k. NCC fait
référence à la fonction de corrélation croisée normalisée (équation 6.6).

Afin de garantir que des flux de mouvement spatialement lisses soient générés,
le gradient des flux dans les directions x et y est minimisé. La fonction utilisée
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pour mesurer la régularité spatiale des flux de mouvement spécifique F1,t est définie
comme suit :

Lk
smooth(F1,t) =

1

|Ω|
∑︂
p∈Ω

δk1(p)× ∥∇F1,t(p)∥22 (7.12)

avec ∇F1,t(p) = (∂F1,t(p)

∂x
, ∂F1,t(p)

∂y
).

De plus, pour un indice temporel t, une erreur de segmentation Lseg entre la
segmentation de vérité terrain de l’image I1, notée Y1 et la segmentation à l’instant
t obtenue en déformant le label de segmentation de l’image It, noté Yt, à l’aide du
flux F1,t peut se définir de la façon suivante :

Lseg(Y1, Yt, F1,t) = fseg(Y1, Yt ◦ F1,t) (7.13)

fseg est une combinaison de l’erreur de Dice et de l’entropie croisée, comme proposé
dans Isensee et al. 2018 (même fonction de coût de segmentation qu’au chapitre 4
et 6). Notez que nous n’utilisons pas la carte de distance δ pour pondérer Lseg.
Enfin, la fonction de coût finale L est définie comme suit :

L(I, R, F, Y ) =

(︄
1

N − 1

N∑︂
t=2

λ1Lk
sim(I1, Rt,1) + λ2Lk

smooth(F1,t)

)︄
+λ3Lseg(Y1, YN , F1,N)

(7.14)
où YN est le label de segmentation de l’image de fin-systole qui correspond à la
dernière image de la séquence d’entrainement. Seules les segmentations à ED et ES
sont utilisées lors de l’apprentissage. Dans nos expériences, les meilleurs résultats
ont été obtenus avec λ1 = 0.5, λ2 = 1.0, λ3 = 0.01. Dans Lsim et Lsmooth, tous les flux
de mouvement intermédiaires sont utilisés, et pas seulement le dernier flux estimé
(rappelons que toutes les séquences d’apprentissage sont composées de N images,
comme présenté au chapitre 6).

Que ce soit pour Lk
sim, Lk

smooth, ou Lseg, le recalage est fait en utilisant les mou-
vements qui partent de la première image. Seules les segmentations en ED et ES et
la carte de distance en ED sont donc utilisées. Par conséquent, notre travail prend
place dans un cadre semi-supervisé.

7.2.8 Étude ablative

Nous étudions l’impact de la variation de k dans les équations 7.11 et 7.12 et
mesurons également la performance de notre modèle entraîné de manière entièrement
non supervisée avec k = 0 et λ3 = 0. Une comparaison avec la version entièrement
supervisée de l’algorithme est également présentée. Cette dernière version utilise la
composante Lseg pour tous les mouvements et non uniquement pour le mouvement
allant de fin systole à fin diastole. Plus précisément, la fonction de coût du modèle
entièrement supervisé devient :

Lsup(I, R, F, Y ) =
1

N − 1

N∑︂
t=2

λ1Lk
sim(I1, Rt,1) + λ2Lk

smooth(F1,t) + λ3Lseg(Y1, Yt, F1,t)

(7.15)
Pour le modèle entièrement supervisé, les meilleures performances sont obtenues
avec λ1 = 0.5, λ2 = 1.0 et λ3 = 0.1.
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Les résultats du modèle présenté au chapitre précédent avec et sans carte de
distance sont également exposés.

Afin d’utiliser la carte de distance de la première image δk1 dans le modèle semi-
supervisé du chapitre précédent, l’equation 6.10 peut se réecrire de la façon suivante :

L(I, R, F, Y ) =
1

N − 1

N∑︂
t=2

λ1L0
sim(It−1, Rt,t−1) + λ2L0

smooth(Ft−1,t)

+
1

N − 1

N∑︂
t=2

λ3Lk
sim(I1, Rt,1) + λ4Lk

smooth(F1,t)

+ λ5Lseg(Y1, YN , F1,N)

(7.16)

Les meilleurs résultats sont obtenus avec λ1 = 0.5, λ2 = 1.0, λ3 = 1.5, λ4 = 3.0 et
λ5 = 1.0

Enfin, nous présentons également les résultats de l’estimation de la déformation
globale sans suivi, à l’aide de l’algorithme de segmentation présenté au chapitre 4.
En inférence, les points de contours sont extraits à partir des segmentations prédites
et passés au logiciel CardioTrack pour calculer les déformations.

7.2.9 Détails d’implémentation

Comme pour le chapitre précédent, nous utilisons N = 12 où N est le nombre
d’images pour chaque séquence durant l’entrainement. Le modèle est également
implémenté avec Pytorch et un GPU NVIDIA V100 de 16G. Nous utilisons le même
optimiseur AdamW avec un pas d’apprentissage et "weight decay" de 10−4. Comme
dans le chapitre précédent, le modèle est entrainé pour 180 epochs et 250 itérations
par epoch. De même, le nombre de dimension est doublé à chaque couche de sous-
échantillonnage de l’encodeur et divisé par deux à chaque sur-échantillonnage dans
le décodeur. Nous utilisons également une taille de batch de 1 et des couches de
"group-normalisation" (avec 8 groupes) sont utilisées dans tout le réseau. Notre
modèle contient environ 25M de paramètres, a peu près autant que le modèle du
chapitre 6. Cela permet de faciliter les comparaisons entre les deux modèles. Le
détail de l’architecture est disponible en annexe (section .3).
Contrairement au modèle du chapitre précédent, l’architecture présentée ici utilise
D = 256 dimensions à la plus basse résolution. Le MLP des transformers projette
la carte de caractéristiques à la dimension 2048.

7.3 Résultats et discussion

7.3.1 Exponentiation des cartes de distance

La Figure 7.4 présente l’EPE, le pourcentage moyen de pixels du coeur avec un
Jacobien négatif et le SSIM au sein du coeur en fonction de l’exposant k de la carte de
distance. Il est apparent que plus k augmente, et plus l’EPE diminue, indiquant une
plus grande précision pour l’estimation des points de contours. Cependant, cela s’ac-
compagne également d’une réduction du SSIM, suggérant une plus faible similarité
avec l’image ED. Cela montre qu’à mesure que k augmente, le réseau se concentre
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davantage sur les contours des structures cardiaques, au détriment des autres zones
de l’image. On observe également une réduction progressive du % det(JF ) ≤ 0 pour
k allant de 0.015625 à 0.25 puis, une augmentation progressive à partir de k = 0.25,
indiquant une plus faible régularité du flux optique. Nous choisissons k = ∞ pour la
suite car cela permet d’obtenir la plus faible EPE, ce qui est le principal objectif de
ce travail puisque nous souhaitons estimer la déformation cardiaque de la façon la
plus précise possible. Cela signifie que les fonctions de coûts ne sont estimées que sur
les points de contour (le coefficient devient 0 pour les autres points). Pour obtenir
de meilleurs résultats de recalage, on aurait sélectionné une carte de distance avec
une plus faible valeur de k.

(a) (b) (c)

Figure 7.4 – EPE (a), pourcentage moyen de pixels du coeur avec un Jacobien
négatif (b) et SSIM (c) en fonction de l’exposant k de la carte de distance. Mieux
vu en zoomant.

7.3.2 Comparaison avec les méthodes supervisées et non su-
pervisées

Les tableaux 7.1 et 7.2 présentent les résultats de suivi de points moyennés sur
toutes les phases des séquences ou uniquement pour la phase ES respectivement pour
le modèle de ce chapitre dans sa version non supervisée, semi-supervisée et entière-
ment supervisée. Le tableau 7.3 présente les résultats d’estimation de la déformation.

La version entièrement supervisée du modèle à mémoire de ce chapitre présente
des résultats très légèrement supérieurs à la version semi-supervisée, indiquant que
l’utilisation des annotations de segmentation de toutes les images de la séquence
apporte peu par rapport à la seule utilisation des labels de segmentation de ED et
ES, et ce, que ce soit pour le suivi de points ou pour l’estimation de la déformation.
On constate par contre un gain notable par rapport à la version non supervisée,
justifiant donc le contexte non supervisé dans lequel se placent ces travaux.
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Table 7.1 – Résultats de suivi de points pour toutes les phases.
EPE ± écart-type, F1-all ± écart-type. Les p-values sont calculées entre la méthode supervisée et
semi-supervisée. EPI = Epicarde, ENDO = Endocarde. Le symbole ∗ indique l’emploi des cartes
de distance.

Méthode Moyenne VD EPI ENDO

EPE (pixels)
Non supervisée 1.30± 0.51 1.40± 0.63 1.10± 0.43 1.39± 0.67
Semi-supervisée ∗ 1.09± 0.38 1.19± 0.46 1.02± 0.38 1.07± 0.42
Supervisée ∗ 1.05± 0.38 1.14± 0.46 0.99± 0.37 1.01± 0.40
p-value < 0.0001 < 0.0001 < 0.0001 < 0.0001

F1-all (%)
Non supervisée 8.47± 7.79 9.41± 9.29 5.52± 6.37 10.48±11.23
Semi-supervisée ∗ 5.04± 5.38 6.49± 7.39 4.19± 4.96 4.45± 6.39
Supervisée ∗ 4.45± 5.01 5.87± 7.15 3.85± 4.70 3.62± 5.76
p-value < 0.0001 < 0.0001 0.0001 < 0.0001

Table 7.2 – Résultats de suivi de points uniquement pour la phase ES.
EPE ± écart-type, F1-all ± écart-type. Les p-values sont calculées entre la méthode supervisée et
semi-supervisée. EPI = Epicarde, ENDO = Endocarde. Le symbole ∗ indique l’emploi des cartes
de distance.

Méthode Moyenne VD EPI ENDO

EPE (pixels)
Non supervisée 2.21± 1.05 2.39± 1.49 1.67± 0.75 2.56± 1.55
Semi-supervisée ∗ 1.62± 0.62 1.77± 0.80 1.49± 0.61 1.61± 0.71
Supervisée ∗ 1.54± 0.59 1.67± 0.79 1.45± 0.57 1.50± 0.69
p-value < 0.0001 < 0.0001 0.0011 < 0.0001

F1-all (%)
Non supervisée 22.13±17.57 21.82±18.76 14.22±16.23 30.37±28.81
Semi-supervisée ∗ 11.91±12.31 14.27±15.43 9.78± 12.06 11.69±16.13
Supervisée ∗ 10.22± 11.31 12.23± 14.57 8.94± 10.98 9.49± 15.07
p-value < 0.0001 < 0.0001 0.1656 0.0002

Table 7.3 – Résultats de déformation.
Segmentation fait référence au modèle présenté au chapitre 4 et entrainé sur toutes les phases du
cycle cardiaque. rv(ri) :corrélation sur les valeurs de la déformation (corrélation avec la valeur du
pic de référence en fin de systole (rv), corrélation avec les indices de référence (ri), pentes des
droites de régression correspondantes (slopev, slopei) et distance Euclidienne entre les courbes de
déformation (dist)). Le symbole ∗ indique l’emploi des cartes de distance.

Méthode rv slopev ri slopei dist

Radiale
Non supervisée 0.62 0.35 0.79 0.88 2.19± 1.47
Semi-supervisée ∗ 0.85 0.65 0.92 0.98 1.10± 0.77
Supervisée ∗ 0.86 0.73 0.94 0.97 1.02± 0.73

circonférentielle
Non supervisée 0.77 0.71 0.84 0.97 0.33± 0.17
Semi-supervisée ∗ 0.90 0.84 0.95 1.00 0.18± 0.09
Supervisée ∗ 0.93 0.86 0.93 0.95 0.17± 0.08

VD
Non supervisée 0.76 0.69 0.82 0.86 0.45± 0.31
Semi-supervisée ∗ 0.91 0.98 0.84 0.76 0.28± 0.16
Supervisée ∗ 0.92 0.95 0.89 0.82 0.27± 0.16
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7.3.3 Comparaison avec les modèles de référence

Une étude comparative par rapport aux modèles de référence présentés section
6.3.3 et par rapport au modèle du chapitre précédant, avec ou sans l’utilisation des
cartes de distance a également été réalisée. Les résultats de suivi de points sont pré-
sentés tableaux 7.4 et 7.5 respectivement pour tous les mouvements ou uniquement
pour le mouvement entre ED et ES. Le tableau 7.6 présente les résultats d’estima-
tion de la déformation pour ces mêmes modèles .

On remarque que l’utilisation du modèle à mémoire ainsi que de la carte de dis-
tance δk1 permet d’obtenir de meilleurs résultats de suivi de points et d’estimation
de la déformation que le modèle présenté au chapitre précédent et que les autres mé-
thodes de références et ce de façon statistiquement significative. En revanche, pour
le modèle semi-supervisé du chapitre précédent, l’utilisation de la carte de distance
n’apporte pas d’amélioration importante, avec même une dégradation de l’EPE et
du F1-all pour le mouvement allant de ED vers ES. Cela suggère que l’architecture
du modèle à mémoire est plus adaptée pour l’utilisation de ces cartes. Cela peut
s’expliquer par le plus faible nombre de composantes dans la fonction de coût ce
qui rend plus aisé de fixer les poids pour atteindre le bon équilibre. En outre, le
modèle du chapitre précédent étant composé de deux réseaux distincts, le second
réseau prend en entrée des prédictions obtenus de façon non supervisées. En effet,
les cartes de distance et annotations de segmentation ne sont pas utilisées pour su-
perviser le premier réseau qui travaille avec des images adjacentes. Par conséquent,
il se peut que le second réseau soit pénalisé par l’absence de supervision du premier
réseau.

Nous avons également comparé notre approche avec l’estimation des déforma-
tions obtenues en utilisant directement les résultats de la segmentation du chapitre
4 (Tableau 7.6). On peut conclure que la segmentation ne permet pas d’estimer les
déformations avec précision.
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Table 7.4 – Résultats de suivi de points pour toutes les phases.
Comparaison avec les méthodes de base (EPE ± écart-type, F1-all ± écart-type). Les p-values
sont calculées entre les modèles "Semi-supervisés de ce chapitre et du chapitre 6. EPI = Epicarde,
ENDO = Endocarde. Le symbole ∗ indique l’emploi des cartes de distance.

Methode Moyenne VD EPI ENDO

EPE (pixels)

VM-MSE 1.44± 0.54 1.57± 0.68 1.31± 0.51 1.44± 0.58
VM-NCC 1.51± 0.60 1.65± 0.75 1.30± 0.53 1.57± 0.71
VM-Dif 1.42± 0.54 1.55± 0.67 1.31± 0.51 1.40± 0.58
Bioinformed 1.53± 0.56 1.68± 0.67 1.43± 0.54 1.48± 0.57
RAFT 1.37± 0.52 1.53± 0.66 1.29± 0.52 1.29± 0.49
SyN 1.82± 0.73 1.88± 0.85 1.50± 0.61 2.09± 0.94
IterWarpImg 1.76± 0.69 1.59± 0.67 1.40± 0.56 2.29± 1.02
IterWarpFlow 1.79± 0.68 1.62± 0.66 1.43± 0.56 2.32± 1.02
Semi-sup 6 1.15± 0.43 1.26± 0.53 1.06± 0.40 1.13± 0.48
Semi-sup 6 ∗ 1.13± 0.42 1.24± 0.51 1.06± 0.41 1.09± 0.44
Semi-sup ∗ 1.09± 0.38 1.19± 0.46 1.02± 0.38 1.07± 0.42
p-value < 0.0001 < 0.0001 < 0.0001 0.0166

F1-all (%)

VM-MSE 10.92± 9.08 12.65± 11.08 9.01± 8.67 11.11± 10.57
VM-NCC 12.08± 0.09 13.65± 11.00 9.02± 8.90 13.58± 11.62
VM-Dif 10.69± 9.11 12.56± 11.13 9.12± 8.92 10.39± 10.36
Bioinformed 11.60± 9.98 14.12± 11.86 9.94± 9.58 10.73± 10.72
RAFT 8.88± 8.55 11.50± 11.13 7.91± 8.30 7.22± 8.40
SyN 16.66± 10.29 16.53± 11.41 12.52± 10.71 20.94± 12.02
IterWarpImg 16.59± 10.70 13.56± 11.37 10.74± 10.00 25.48± 14.31
IterWarpFlow 16.71± 10.73 13.65± 11.40 10.87± 10.08 25.61± 14.32
Semi-sup 6 5.96± 6.55 7.55± 8.56 4.73± 5.63 5.60± 8.06
Semi-sup 6 ∗ 5.68± 6.15 7.38± 8.30 4.85± 5.72 4.82± 6.68
Semi-sup ∗ 5.04± 5.38 6.49± 7.39 4.19± 4.96 4.45± 6.39
p-value < 0.0001 < 0.0001 0.0004 0.2398
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Table 7.5 – Résultats de suivi de points uniquement pour la phase ES.
Comparaison avec les méthodes de base (EPE ± écart-type, F1-all ± écart-type). Les p-values
sont calculées entre les modèles "Semi-supervisés de ce chapitre et du chapitre 6. EPI = Epicarde,
ENDO = Endocarde. Le symbole ∗ indique l’emploi des cartes de distance.

Methode Moyenne VD EPI ENDO

EPE (pixels)

VM-MSE 2.30± 0.98 2.46± 1.33 1.99± 0.91 2.45± 1.23
VM-NCC 2.70± 1.29 2.87± 1.66 2.04± 0.99 3.21± 1.85
VM-Dif 2.25± 0.96 2.44± 1.31 2.00± 0.88 2.31± 1.23
Bioinformed 2.17± 0.87 2.38± 1.11 2.05± 0.89 2.08± 0.94
RAFT 1.98± 0.84 2.22± 1.15 1.83± 0.83 1.90± 0.89
SyN 3.74± 1.86 3.69± 2.21 2.64± 1.24 4.89± 2.74
IterWarpImg 3.21± 1.57 2.50± 1.18 2.30± 1.15 4.81± 2.77
IterWarpFlow 3.19± 1.34 2.60± 1.28 2.24± 1.00 4.71± 2.27
Semi-sup 6 1.71± 0.74 1.87± 1.01 1.56± 0.69 1.69± 0.81
Semi-sup 6 ∗ 1.77± 0.75 1.90± 0.94 1.66± 0.71 1.75± 0.85
Semi-sup ∗ 1.62± 0.62 1.77± 0.80 1.49± 0.61 1.61± 0.71
p-value < 0.0001 < 0.0001 < 0.0001 0.0001

F1-all (%)

VM-MSE 24.78± 19.20 25.98± 20.49 19.56± 19.89 28.80± 27.08
VM-NCC 31.18± 20.94 29.81± 21.29 21.66± 21.15 42.08± 31.11
VM-Dif 24.03± 19.09 25.87± 20.71 19.99± 19.96 26.21± 26.19
Bioinformed 22.44± 18.23 25.45± 19.95 20.15± 19.82 21.73± 22.49
RAFT 18.49± 16.53 22.02± 19.77 15.97± 17.23 17.48± 20.73
SyN 45.40± 24.17 40.87± 25.35 32.45± 27.13 62.89± 30.55
IterWarpImg 38.22± 23.21 29.42± 21.91 25.40± 23.83 59.85± 32.77
IterWarpFlow 39.12± 20.77 29.74± 21.80 23.79± 21.15 63.84± 29.40
Semi-sup 6 13.53± 14.50 15.49± 16.37 11.08± 13.65 14.04± 19.59
Semi-sup 6 ∗ 14.97± 15.25 17.12± 17.84 12.86± 14.87 14.93± 18.80
Semi-sup ∗ 11.91± 12.31 14.27± 15.43 9.78± 12.06 11.69± 16.13
p-value < 0.0001 < 0.0001 < 0.0001 0.0090
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Table 7.6 – Résultats de déformation.
Comparaison avec les méthodes de références (corrélation avec la valeur du pic de référence en
fin de systole (rv), corrélation avec les indices de référence (ri), pentes des droites de régression
correspondantes (slopev, slopei) et distance Euclidienne entre les courbes de déformation (dist)).
Le symbole ∗ indique l’emploi des cartes de distance.

Méthode rv slopev ri slopei dist

Radiale

Segmentation 0.64 0.63 0.87 1.01 1.52± 1.15
VM-MSE 0.52 0.46 0.79 0.96 1.97± 1.42
VM-NCC 0.53 0.28 0.61 0.94 2.27± 1.61
VM-Dif 0.56 0.48 0.78 0.92 1.88± 1.36
Bioinformed 0.63 0.55 0.87 0.96 1.56± 1.37
RAFT 0.77 0.40 0.88 0.98 1.67± 1.31
SyN 0.43 0.29 0.47 0.92 2.91± 1.97
IterWarpImg 0.49 0.34 0.53 1.04 3.84± 1.90
IterWarpFlow 0.55 0.45 0.60 1.13 3.66± 1.72
Semi-sup 6 0.81 0.54 0.91 0.98 1.31± 1.03
Semi-sup 6 ∗ 0.82 0.56 0.92 0.99 1.21± 1.00
Semi-sup ∗ 0.85 0.65 0.92 0.98 1.10± 0.77

circonférentiel

Segmentation 0.78 0.78 0.89 0.96 0.23± 0.11
VM-MSE 0.77 0.88 0.83 1.00 0.28± 0.12
VM-NCC 0.71 0.60 0.75 1.13 0.40± 0.19
VM-Dif 0.78 0.95 0.87 1.04 0.27± 0.11
Bioinformed 0.83 0.78 0.90 0.98 0.23± 0.10
RAFT 0.88 0.80 0.87 0.97 0.19± 0.10
SyN 0.54 0.49 0.63 1.08 0.72± 0.30
IterWarpImg 0.63 0.54 0.79 1.04 0.74± 0.24
IterWarpFlow 0.63 0.54 0.78 1.02 0.69± 0.23
Semi-sup 6 0.90 0.88 0.95 0.96 0.21± 0.09
Semi-sup 6 ∗ 0.90 0.86 0.92 0.97 0.19± 0.09
Semi-sup ∗ 0.90 0.84 0.95 1.00 0.18± 0.09

VD

Segmentation 0.34 0.49 0.79 0.78 0.55± 0.57
VM-MSE 0.63 0.63 0.72 0.71 0.49± 0.34
VM-NCC 0.55 0.46 0.73 0.90 0.64± 0.42
VM-Dif 0.67 0.69 0.72 0.69 0.47± 0.33
Bioinformed 0.72 0.75 0.83 0.82 0.44± 0.28
RAFT 0.77 0.70 0.80 0.75 0.39± 0.25
SyN 0.28 0.30 0.62 0.85 0.88± 0.60
IterWarpImg 0.69 0.62 0.82 0.78 0.47± 0.33
IterWarpFlow 0.73 0.68 0.83 0.80 0.48± 0.32
Semi-sup 6 0.89 0.89 0.85 0.76 0.30± 0.19
Semi-sup 6 ∗ 0.90 0.93 0.84 0.76 0.29± 0.17
Semi-sup ∗ 0.91 0.98 0.84 0.76 0.28± 0.16

Le tableau 7.7 présente les résultats de déformation régionale du myocarde pour
le modèle semi-supervisé présenté dans ce chapitre. On constate que les performances
sont moins bonnes que pour la déformation globale, et ce, pour les corrélations, les
coefficients directeurs des droites de régressions, ainsi que les distances aux courbes
de références. En particulier, on observe que, contrairement à la déformation globale,
la déformation régionale est estimée avec une plus grande précision dans la direction
radiale que circonférentielle (sauf pour le segment antérieur). Tout comme pour la
déformation globale, le modèle estime mieux le moment de la survenu du pic ES que
la valeur de déformation en ce pic.
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Table 7.7 – Résultats de déformation régionale.
Chaque segment correspond à une région du myocarde comme définie par l’AHA (Cerqueira et al.
2002).

Segment rv slopev ri slopei dist

Radiale

Antérieur 0.69 0.49 0.85 0.86 1.92± 1.37
Antéro-latéral 0.72 0.45 0.87 0.94 2.11± 1.91
Inféro-latéral 0.66 0.60 0.82 0.95 2.31± 1.94
Inférieur 0.80 0.61 0.78 0.85 1.96± 1.59
Inféro-septal 0.80 0.81 0.79 0.91 1.15± 0.92
Antéro-septal 0.77 0.77 0.81 0.79 1.22± 0.84

circonférentielle

Antérieur 0.76 0.68 0.74 0.79 0.51± 0.25
Antéro-latéral 0.61 0.54 0.59 0.63 0.54± 0.29
Inféro-latéral 0.63 0.61 0.79 0.86 0.56± 0.27
Inférieur 0.77 0.64 0.74 0.76 0.51± 0.25
Inféro-septal 0.66 0.53 0.80 0.88 0.55± 0.28
Antéro-septal 0.74 0.62 0.76 0.77 0.46± 0.22

7.4 Conclusion
Cette partie a présenté une nouvelle architecture pour estimer le mouvement et

suivre les pixels dans des IRM cardiaques. Contrairement à la grand majorité des
travaux qui se placent soit dans un contexte non supervisé, soit dans un contexte
entièrement supervisé mais en utilisant seulement deux phases de la séquence, nous
avons opté pour un cadre semi-supervisé, profitant des segmentations généralement
disponible en fin-diastole et fin-systole ainsi que de l’ensemble des images de la sé-
quence. Nous avons également proposé d’utiliser un réseau à mémoire qui intègre les
informations tout au long de la séquence plutôt que d’estimer le flux en intégrant les
flux d’images successives. L’architecture proposée tire profit des architectures VOS
et inclue également le calcul d’un volume de coût, les transformers et un convGRU.
Nous avons également introduit dans les fonctions coût des cartes de distance qui
permettent de pondérer l’importance des pixels. Les résultats obtenus par cette nou-
velle architecture dépassent à la fois ceux des méthodes de référence utilisées pour
comparaison et ceux du modèle présenté au chapitre précédant. Ils suggèrent qu’il
est possible d’estimer avec précision la déformation cardiaque globale sans avoir be-
soin d’un jeu de données disposant d’annotations de segmentation pour toutes les
images. La déformation régionale est estimée avec une plus faible précision, ce qui
ouvre de nouvelles perspectives de recherche.
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Chapitre 8

Conclusion et perspectives

Pour conclure, nous exposons les principales contributions de cette thèse ainsi
que les perspectives pour la suite.

8.1 Conclusion

Nous avons proposé dans un premier temps un réseau de segmentation 2D ca-
pable d’extraire des biomarqueurs à partir d’images IRM petit-axe de façon à faciliter
le diagnostic des cardiomyopathies ainsi que des infarctus du myocarde. L’architec-
ture du réseau tire parti des mécanismes d’attentions afin de concentrer l’apprentis-
sage sur les zones les plus importantes de l’image. Cela s’est traduit par l’utilisation
d’une couche transformer à la plus basse résolution ainsi que par l’introduction des
blocs SFB pour les plus hautes résolutions. Ces derniers utilisent la cross-attention
entre les cartes de caractéristiques de l’encodeur et du décodeur de manière à ré-
duire l’écart sémantique. Cette cross-attention a été implémentée au sein de zones
réduites de l’image par l’intermédiaire de blocs Swin afin de réduire la consomma-
tion mémoire. L’utilisation de la couche transformer pour la plus faible résolution a
permis d’obtenir un gain de performance statistiquement significatif par rapport à
une convolution. Cette architecture a permis d’obtenir des performances de segmen-
tation comparables à l’état de l’art. Nous avons calculé des indices volumétriques et
identifié une difficulté de segmentation pour les coupes les plus basales de ventricule
droit. La capacité de généralisation de ce réseau a été évaluée en entrainant et tes-
tant à la fois sur un jeu de données maison, ainsi que sur le jeu de données ACDC.
Nous avons pu montrer que la baisse de performance lorsque le réseau était testé
sur un autre jeu de données que le jeu de données d’entrainement était principale-
ment dû à la segmentation des coupes les plus proches de l’apex du cœur, les autres
coupes restant bien segmentées. Enfin, nous avons montré que l’entrainement avec
toutes les phases du cycle cardiaque, bien qu’ayant peu d’influence sur les résultats
de segmentation, conduit à un gain important de performance pour l’estimation de
la déformation.

Dans un second temps, nous nous sommes tournés vers l’estimation du flux op-
tique sur des séquences IRM ciné afin de prédire la déformation cardiaque globale et
régionale en tenant compte de l’aspect temporel. Ces travaux ont abouti à la mise
au point de deux architectures.
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La première repose sur l’utilisation de deux réseaux de neurones. Le premier
estime le déplacement des pixels entre deux images voisines tandis que le second a
pour but d’agréger ces mouvements intermédiaires de façon à prédire le flux optique
entre des images distantes de la séquence. L’apprentissage est réalisé de façon semi-
supervisée en utilisant uniquement les annotations de segmentation des images de
fin-diastole et de fin-systole et en échantillonnant de façon aléatoire les images entre
ces deux phases. Cette approche a permis d’estimer la déformation entre la phase de
télé-diastolique et toutes les autres phases de la séquence sur un jeu de données mai-
son contenant 271 patients et 912 séquences cardiaques. Nous avons montré que cette
approche donne des résultats supérieurs aux méthodes qui estiment le mouvement
entre images voisines et composent ensuite les champs de déformation manuelle-
ment. Notre méthode donne également de meilleures performances de segmentation,
similarité et suivi de points que Voxelmorph et Bioinformed, deux modèles d’esti-
mation du mouvement sur images médicales par apprentissage profond, et RAFT
un modèle populaire pour l’estimation du flux optique. De plus, nous avons obtenu
des résultats de régularisation similaires à la version de Voxelmorph sans post trai-
tement difféomorphique.

La seconde architecture tire également parti des segmentations de fin-diastole
et de fin-systole habituellement disponibles, dans un cadre semi-supervisé. Nous
avons proposé l’utilisation d’un réseau à mémoire qui intègre l’information tem-
porelle contenu dans les images passées au lieu d’estimer le flux à partir des flux
d’images successives. L’architecture tire parti des architectures VOS proposées pour
la segmentation de séquences vidéo mais intègre aussi un volume de coût, les trans-
formers et un convGRU. Cette architecture permet de réduire le nombre de com-
posantes dans la fonction de coût par rapport au modèle de fusion de la partie
précédente. Cela a été rendu possible par l’utilisation d’un seul décodeur ainsi que
d’un encodeur de mémoire inspiré des architectures des réseaux à mémoire utilisées
pour la segmentation vidéo. Nous avons aussi montré l’intérêt d’extraire des cartes
de distance à partir des annotations de segmentation de manière à pondérer les
fonctions de coûts durant l’entrainement. Plusieurs tests ont été conduits avec des
cartes de distance plus ou moins discriminatives. Les meilleurs résultats de déforma-
tion et de suivi de points ont été obtenus avec des cartes de distance binaire. Dans
ce dernier cas, les résultats obtenus sont meilleurs que ceux du réseau de fusion de
la partie précédente. Cette nouvelle architecture obtient des résultats d’estimation
de la déformation globale nettement meilleurs qu’une approche par segmentation
2D. Cependant, les déformations estimées pour chaque segment du myocarde sont
moins précises que la déformation globale du muscle cardiaque.

8.2 Perspectives
Durant cette thèse, l’apprentissage multi-tâche du flux optique et de la segmen-

tation a été testé à la fois pour le modèle de fusion de la partie 6 et le réseau à
mémoire de la partie 7 sans permettre d’améliorer les performances d’estimation du
mouvement. Certains travaux ont pourtant montré l’intérêt d’une telle approche.
Il se peut que l’absence de gain de performance dans l’estimation du flux optique
soit liée à une pondération sous-optimale des composantes de la fonction de coût ou
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à de mauvais choix architecturaux. Par conséquent, les architectures présentées et
les poids des différentes composantes de la fonction de coût pourraient être modifiés
pour prédire à la fois la segmentation des images de la séquence et le mouvement des
pixels entre ces images, de manière à obtenir une approche unifiée. Cela permettrait
également au calcul du flux optique d’être entièrement supervisé par la segmentation.

Il serait également intéressant d’utiliser une architecture qui exploite l’informa-
tion temporelle des images suivantes de la séquence et non uniquement des images
passées. Pour cela, un convGRU (ou convLSTM) bidirectionnel pourrait être utilisé.
Un seul encodeur serait alors nécessaire, ce qui permet de se passer de l’encodeur de
mémoire du chapitre 7. L’inconvénient résiderait alors dans l’impossibilité d’utiliser
le flux de mouvement accumulé, ce qui pourrait poser problème pour le processus
d’agrégation des mouvements (équation 7.3). Toujours dans cette optique d’utiliser
les mouvements futurs et dans un contexte multi-tâches il pourrait être pertinent, à
chaque instant, de faire prédire au réseau le mouvement vers l’image suivante. Cela
inciterait le réseau à anticiper les mouvements futurs, ce qui est un principe fonda-
mental en neuroscience (c.f littérature sur le "predictive coding" souvent adapté à
l’apprentissage profond (Lotter, Kreiman et Cox 2017 ; Han, Wen et al. 2018 ; Oord,
Li et Vinyals 2019) ).

Il pourrait également être envisagé de passer les points de contour directement
au réseau sous la forme de coordonnées 2D. Le réseau reposerait alors sur deux enco-
deurs séparés, l’un pour les points de contours, l’autre pour les images de la séquence.
Une fusion entre les caractéristiques générées par les deux encodeurs pourrait alors
être effectuée lorsque la résolution de l’image est la plus faible et que le nombre
de caractéristiques est le plus élevé. Cette approche est particulièrement adaptée à
l’usage des transformers puisque le traitement de données 1D comme les points de
contours nécessite moins de ressources mémoire que le traitement des images. De
plus, il a été montré que la cross-attention fonctionne bien sur des données multimo-
dales comme les images et le texte. Dans notre cas, la cross-attention pourrait être
utilisée pour fusionner l’information provenant des images et des points de contours.

Ces travaux se sont concentrés sur l’usage des convolutions et couches transfor-
mers. Or, ces deux méthodes de traitement des images ont des limitations impor-
tantes. La première dispose d’un champ réceptif limité et ne permet pas de prêter
attention à d’autres caractéristiques (pas de cross-attention). La seconde consomme
beaucoup de ressources mémoire (ce qui les rend difficilement adaptable au traite-
ment vidéo) et l’apprentissage est lent. Par conséquent, il serait intéressant d’utiliser
les dernières avancés sur les "State Space Models" (SSM ). Ces derniers ont une for-
mulation similaire au filtre de Kalman et ont montré des résultats supérieurs aux
transformers pour le texte et la vision tout en nécessitant moins de ressources mé-
moire et de paramètres. Le traitement récursif des données par les SSM les rend
particulièrement adapté, entre autres, au traitement vidéo. Par conséquent, les mo-
dèles reposant sur les SSM (MAMBA (Gu et Dao 2024), Vision Mamba (Zhu, Liao
et al. 2024), convSSM (Smith, De Mello et al. 2023), S4 (Gu, Goel et Ré 2022),
etc...) pourraient permettre d’obtenir de meilleures performances sur les séquences
IRM dynamiques.
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.1 Chapitre 1

.1.1 Augmentation des données

Les paramètres d’augmentation sont les valeurs par défaut de nnU-net (Isensee
et al. 2018). Les transformations sont appliquées à l’aide du framework batchgene-
rator, qui est utilisé par défaut par nnU-net. Les paramètres d’augmentation sont
les mêmes pour le jeu de données ACDC et le jeu de données maison.

Les augmentations sont effectuées à la volée pendant l’entraînement. L’image x
est transformée pour obtenir x′ avec une probabilité α :

— Rotations aléatoires entre −180◦ et 180◦, α = 0.2
— Correction gamma avec préservation de la moyenne et de l’écart-type :

x′ =

(︃
x−min(x)

max(x)−min(x)

)︃γ

× (max(x)−min(x)) + min(x)

où γ est échantillonné aléatoirement dans [0.7; 1.5], α = 0.3
— zoom : facteur de zoom échantillonné dans [0.7; 1.4], α = 0.2
— Inversion (flipping) le long de l’axe vertical ou horizontal, chacun avec α = 0.5
— Augmentation du contraste :

x′ = (x−min(x))× β +min(x)

où β est échantillonné aléatoirement dans [0.75; 1.25], α = 0.15
— Simulation de basse résolution : sous-échantillonne chaque image (linéaire-

ment) par un facteur aléatoire et sur-échantillonne à la résolution d’ori-
gine. Sous-échantillonnage avec interpolation par plus proche voisin, sur-
échantillonnage avec interpolation par spline de 3ème ordre. L’image est sous-
échantillonnée par un facteur β échantillonné aléatoirement dans [0.5; 1.0].
Aucun anti-aliasing n’est utilisé. α = 0.25

— Bruit gaussien : ajoute du bruit gaussien additif. La variance est échantillon-
née dans [0.0; 0.1], α = 0.1

— Flou gaussien : échantillonne uniformément σ ∈ [1; 5] pour le noyau gaussien,
α = 0.1

— Ajustement de la luminosité :

x′ = x× β

avec β ∈ [0.75; 1.25], α = 0.15
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.1. CHAPITRE 1

.1.2 Architecture du réseau de segmentation

Table 1 – Architecture du réseau.
La fonction d’activation Gelu et la batch-normalisation sont utilisées après chaque convolution.
Une couche convolutionnelle est composée de 2 et 1 paires de convolutions pour l’encodeur et le
décodeur respectivement. Pour une convolution, les paramètres sont donnés sous la forme [taille du
noyau, stride]. Le nombre de paramètres apprenables inclut les paramètres de batch-normalisation.

Nom de la couche [taille du noyau,
stride]

Taille de la carte
de caractéristiques
d’entrée (#caracté-
ristiques, hauteur,
largeur)

Taille de la carte
de caractéristiques
de sortie (#caracté-
ristiques, hauteur,
largeur)

# paramètres ap-
prenables

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 2 (1, H, W) (64, H, W) 65,376

Strided_conv [3×3, 2]×1 (64, H, W) (128, H/2, W/2) 74,112

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 2 (128, H/2, W/2) (128, H/2, W/2) 591,360

Strided_conv [3×3, 2]×1 (128, H/2, W/2) (256, H/4, W/4) 295,680

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 2 (256, H/4, W/4) (256, H/4, W/4) 2,362,368

Strided_conv [3×3, 2]×1 (256, H/4, W/4) (512, H/8, W/8) 1,181,184

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (512, H/8, W/8) (512, H/8, W/8) 4,721,664

Transformer Layer ×1 (512, H/8, W/8) (512, H/8, W/8) 3,152,384

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (512, H/8, W/8) (512, H/8, W/8) 4,721,664

Transposed_conv [2×2, 2]×1 (512, H/8, W/8) (256, H/4, W/4) 525,056
Swin Filtering Block ×1 (256, H/4, W/4) (256, H/4, W/4) 1,126,672

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (512, H/4, W/4) (256, H/4, W/4) 1,771,008

Transposed_conv [2×2, 2]×1 (256, H/4, W/4) (128, H/2, W/2) 131,456
Swin Filtering Block ×1 (128, H/2, W/2) (128, H/2, W/2) 284,808

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (256, H/2, W/2) (128, H/2, W/2) 443,136

Transposed_conv [2×2, 2]×1 (128, H/2, W/2) (64, H, W) 32,960
Swin Filtering Block ×1 (64, H, W) (64, H, W) 72,772

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (128, H, W) (4, H, W) 4,776
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.2 Chapitre 2

.2.1 Architecture du réseau d’agrégation de flux

Table 2 – Architecture du réseau.
La fonction d’activation Gelu et la group-normalisation sont utilisées après chaque convolution.
Une couche convolutionnelle est composée de 2 convolutions. Pour une convolution, les paramètres
sont donnés sous la forme [taille du noyau, stride]. Le nombre de paramètres apprenables inclut
les paramètres de group-normalisation.

Nom de la couche [taille du noyau,
stride]

Taille de la carte
de caractéristiques
d’entrée (#ca-
ractéristiques,
hauteur, largeur)

Taille de la carte de
caractéristiques de
sortie (#caracté-
ristiques, hauteur,
largeur)

# paramètres ap-
prenables

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (1, H, W) (64, H, W) 37,824

Strided_conv [3×3, 2]×1 (64, H, W) (128, H/2, W/2) 74,112

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (128, H/2, W/2) (128, H/2, W/2) 295,680

Strided_conv [3×3, 2]×1 (128, H/2, W/2) (256, H/4, W/4) 295,680

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (256, H/4, W/4) (256, H/4, W/4) 1,181,184

Strided_conv [3×3, 2]×1 (256, H/4, W/4) (512, H/8, W/8) 1,181,184
Transformer decoder layer ×1 (512, H/8, W/8) (512, H/8, W/8) 4,204,032
Transposed_conv [2×2, 2]×1 (512, H/8, W/8) (256, H/4, W/4) 525,056

Skip_connection_merging [
3 × 3, 1
3 × 3, 1

] × 1 (512, H/4, W/4) (256, H/4, W/4) 1,771,008

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (512, H/4, W/4) (256, H/4, W/4) 1,771,008

Transposed_conv [2×2, 2]×1 (256, H/4, W/4) (128, H/2, W/2) 131,456

Skip_connection_merging [
3 × 3, 1
3 × 3, 1

] × 1 (256, H/2, W/2) (128, H/2, W/2) 443,136

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (256, H/2, W/2) (128, H/2, W/2) 443,136

Transposed_conv [2×2, 2]×1 (128, H/2, W/2) (64, H, W) 32,960

Skip_connection_merging [
3 × 3, 1
3 × 3, 1

] × 1 (128, H, W) (64, H, W) 110,976

Conv_layer [
3 × 3, 1
3 × 3, 1

] × 1 (128, H, W) (64, H, W) 110,976

Final conv [3×3, 1]×1 (64, H, W) (2, H, W) 1,154

.3 Chapitre 3

.3.1 Architecture du réseau à mémoire
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.3. CHAPITRE 3

Table 3 – Architecture de l’encodeur du réseau.
La fonction d’activation Gelu et la group-normalisation sont utilisées après chaque convolution
d’un Resblock. Pour une convolution, les paramètres sont donnés sous la forme [taille du noyau,
stride]. Le nombre de paramètres apprenables inclut les paramètres de group-normalisation.

Nom de la couche [taille du noyau,
stride]

Taille de la carte
de caractéristiques
d’entrée (#caracté-
ristiques, hauteur,
largeur)

Taille de la carte de
caractéristiques de
sortie (#caractéris-
tiques, hauteur, lar-
geur)

# paramètres ap-
prenables

ResBlock_memory_1

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(6, H, W) (64, H, W) 41,280

ResBlock_memory_2

⎡⎣ 3 × 3, 2
⎤⎦ × 13 × 3, 1

1 × 1, 2
(64, H, W) (128, H/2, W/2) 230,528

ResBlock_memory_3
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(128, H/2, W/2) (128, H/2, W/2) 295,680

ResBlock_memory_4

⎡⎣ 3 × 3, 2
⎤⎦ × 13 × 3, 1

1 × 1, 2
(128, H/2, W/2) (256, H/4, W/4) 919,808

ResBlock_memory_5
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(256, H/4, W/4) (256, H/4, W/4) 1,181,184

ResBlock_memory_6

⎡⎣ 3 × 3, 2
⎤⎦ × 13 × 3, 1

1 × 1, 2
(256, H/4, W/4) (256, H/8, W/8) 1,247,488

ResBlock_memory_7
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(256, H/8, W/8) (256, H/8, W/8) 1,181,184

ResBlock_query_1

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(1, H, W) (64, H, W) 38,080

ResBlock_query_2

⎡⎣ 3 × 3, 2
⎤⎦ × 13 × 3, 1

1 × 1, 2
(64, H, W) (128, H/2, W/2) 230,528

ResBlock_query_3
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(128, H/2, W/2) (128, H/2, W/2) 295,680

ResBlock_query_4

⎡⎣ 3 × 3, 2
⎤⎦ × 13 × 3, 1

1 × 1, 2
(128, H/2, W/2) (256, H/4, W/4) 919,808

ResBlock_query_5
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(256, H/4, W/4) (256, H/4, W/4) 1,181,184

ResBlock_query_6

⎡⎣ 3 × 3, 2
⎤⎦ × 13 × 3, 1

1 × 1, 2
(256, H/4, W/4) (256, H/8, W/8) 1,247,488

ResBlock_query_7
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(256, H/8, W/8) (256, H/8, W/8) 1,181,184
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Table 4 – Architecture des skip connections du réseau.
La fonction d’activation Gelu et la group-normalisation sont utilisées après chaque convolution
d’un Resblock. Pour une convolution, les paramètres sont donnés sous la forme [taille du noyau,
stride]. Le nombre de paramètres apprenables inclut les paramètres de group-normalisation.

Nom de la couche [taille du noyau,
stride]

Taille de la carte
de caractéristiques
d’entrée (#ca-
ractéristiques,
hauteur, largeur)

Taille de la carte
de caractéristiques
de sortie (#ca-
ractéristiques,
hauteur, largeur)

# paramètres ap-
prenables

Cost_volume_upsample_1
[︁

2 × 2, 2
]︁
× 1 (81, H/4, W/4) (81, H, W) 105,057

Cost_volume_expand_1

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(81, H, W) (64, H, W) 89,280

Skip_co_reduction_1

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(128, H, W) (64, H, W) 119,360

Cost_volume_upsample_2
[︁

2 × 2, 2
]︁
× 1 (81, H/4, W/4) (81, H/2, W/2) 26,325

Cost_volume_expand_2

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(81, H/2, W/2) (128, H/2, W/2) 252,288

Skip_co_reduction_2

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(256, H/2, W/2) (128, H/2, W/2) 476,288

Cost_volume_expand_3

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(81, H/4, W/4) (256, H/4, W/4) 799,488

Skip_co_reduction_3

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(512, H/4, W/4) (256, H/4, W/4) 1,902,848

Table 5 – Architecture du décodeur du réseau.
La fonction d’activation Gelu et la group-normalisation sont utilisées après chaque convolution
d’un Resblock. Pour une convolution, les paramètres sont donnés sous la forme [taille du noyau,
stride]. Le nombre de paramètres apprenables inclut les paramètres de group-normalisation.

Nom de la couche [taille du noyau,
stride]

Taille de la carte
de caractéristiques
d’entrée (#caracté-
ristiques, hauteur,
largeur)

Taille de la carte de
caractéristiques de
sortie (#caractéris-
tiques, hauteur, lar-
geur)

# paramètres ap-
prenables

Transposed_conv_1
[︁

2 × 2, 2
]︁
× 1 (256, H/8, W/8) (256, H/4, W/4) 262,912

ResBlock_decoder_1

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(512, H/4, W/4) (256, H/4, W/4) 1,902,848

Transposed_conv_2
[︁

2 × 2, 2
]︁
× 1 (256, H/4, W/4) (128, H/2, W/2) 131,840

ResBlock_decoder_2

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(256, H/2, W/2) (128, H/2, W/2) 476,288

Transposed_conv_3
[︁

2 × 2, 2
]︁
× 1 (128, H/2, W/2) (64, H, W) 32,960

ResBlock_decoder_3

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(256, H, W) (128, H, W) 119,360

Final_conv
[︁

3 × 3, 1
]︁
× 1 (64, H, W) (2, H, W) 1,154
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.3. CHAPITRE 3

Table 6 – Architecture du bottleneck du réseau.
La fonction d’activation Gelu et la group-normalisation sont utilisées après chaque convolution
d’un Resblock. Pour une convolution, les paramètres sont donnés sous la forme [taille du noyau,
stride]. Le nombre de paramètres apprenables inclut les paramètres de group-normalisation.

Nom de la couche [taille du noyau,
stride]

Taille de la carte
de caractéristiques
d’entrée (#caracté-
ristiques, hauteur,
largeur)

Taille de la carte de
caractéristiques de
sortie (#caractéris-
tiques, hauteur, lar-
geur)

# paramètres ap-
prenables

GRU_cell
[︃

3 × 3, 1
]︃
× 1

3 × 3, 1
(512, H/8, W/8) (256, H/8, W/8) 3,539,712

Transformer_memory ×1 (256, H/8, W/8) (256, H/8, W/8) 1,578,752
Transformer_query ×1 (256, H/8, W/8) (256, H/8, W/8) 1,578,752

ResBlock_reduction

⎡⎣ 3 × 3, 1
⎤⎦ × 13 × 3, 1

1 × 1, 1
(512, H/8, W/8) (256, H/8, W/8) 1,902,848
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