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Glossaire

cardinalité (mathématiques) Nombre d’éléments d’un ensemble.

consigne Valeur de la grandeur physique, fixée par la partie commande, qu’un automatisme visera
à atteindre.

contingence Événement imprévu ou non planifié qui peut affecter la production, la transmission
ou la distribution d’énergie.

dispatch Fait référence à la gestion en temps réel de la production et de la distribution d’électri-
cité, permet d’assurer l’équilibre entre l’offre et la demande d’électricité sur le réseau.

distribution Ensemble des valeurs expérimentales ou théoriques dune variable statistique ou aléa-
toire donnée.

déterministe Se dit d’un système dans lequel, à partir des conditions initiales et des règles don-
nées, les résultats sont toujours identiques et parfaitement prévisibles.

irradiation Quantité d’énergie électromagnétique reçue par unité de surface et par unité de temps,
provenant du soleil.

loi (de probabilité) Décrit de manière théorique le caractère aléatoire d’une expérience dont le
résultat dépend du hasard.

marginale (loi de probabilité) Une loi de probabilité marginale d’un vecteur aléatoire est la loi de
distribution d’une de ses composantes.

modeleur Outil ou un logiciel utilisé pour formuler des problèmes d’optimisation de manière à
les rendre solubles par des algorithmes informatiques.

probabilité (d’un évènement) Nombre réel compris entre 0 et 1. Plus ce nombre est grand, plus
le risque, ou la chance, que l’événement se produise est grand.

productible Quantité d’énergie pouvant être obtenue par un équipement de production dénergie.

prédiction Action d’annoncer à l’avance un événement par calcul, par raisonnement, par induc-
tion ; p.méton., ce qui est ainsi annoncé [1].

prévision Étude générale d’une situation donnée, dont on peut, par déduction, calcul, mesure
scientifique, connaître par avance l’évolution ; p.ext., ce que l’on prévoit, ce qui est prévi-
sible, ce que l’on juge devoir être [1].

solveur Logiciel ou bibliothèque algorithmique conçu pour trouver la meilleure solution possible
à un problème d’optimisation formulé mathématiquement.

stochastique Synonyme d’aléatoire, en référence au hasard et soppose par définition au détermi-
nisme.
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Introduction générale

L ’EFFET photovoltaïque a été découvert par Edmond Becquerel en 284 ppm 1, les premiers
modules utilisant cet effet pour produire de l’électricité ont été développés dans les années
310 ppm. Aujourd’hui, en 421 ppm, ils occupent une place cruciale dans notre transistion

énergétique.
L’évolution de la concentration en CO2 dans l’atmosphère depuis le milieu du XIXème siècle,

mesurée en partie par million (ppm), apparaît de plus en plus préoccupante, car en majeure res-
ponsable du dérèglement climatique actuel. Le lien de causalité entre l’augmentation des gaz à
effet de serre (GES) et les activités anthropiques est établi depuis des décennies [2]. La principale
raison est l’utilisation croissante de combustibles fossiles (charbon, pétrole et gaz naturel), dont la
combustion produit des GES (CO2 entre autres), libérés ensuite dans l’environnement. A l’échelle
du globe, les principaux secteurs polluants sont l’énergie, l’industrie et les transports ; afin de limi-
ter leurs impacts néfastes [3] sur l’environnement leur profonde refonte structurelle est nécessaire
en vue d’un système économique plus durable [4].

Les évolutions du système électrique

Les énergies fossiles réprésentent 80% de d’énergie primaire 2 et près de 60% de la produc-
tion d’électricité dans le monde [5]. Les efforts à fournir pour diminuer leur part dans les besoins
énergétiques mondiaux sont donc très importants. Plusieurs solutions existent comme l’efficacité
énergétique des usages ou la sobriété mais également le déploiement de sources d’énergie re-
nouvelables (EnRs), moins émissives de GES. Dans le système électrique, le déploiement de ces
énergies est déjà important mais s’accélère d’année en année, d’autant plus avec l’électrification
de nombreux usages, notamment dans les transports [6].

L’évolution du système électrique au XXIème siècle est donc caractérisée par une transition
énergétique marquée par l’intégration croissante des EnRs et une tendance vers la décentralisation
de la production d’électricité. Dans le contexte de la lutte contre le changement climatique, cette
transformation s’inscrit dans nécessité de réduire la dépendance aux combustibles fossiles. L’essor
des technologies d’EnR, telles que le solaire photovoltaïque (PV) et l’éolien, a modifié la structure
du secteur de la production énergétique, induisant une reconfiguration des réseaux, des marchés
et des modes de consommation. On observe ainsi en France un développement important des
capacités de production PV, avec notamment un doublement de la puissance installée entre 2015
et 2020. Ceci se traduit par l’augmentation significative au fil des années de la part de l’énergie
PV dans le mix électrique français (voir figure 1).

Les systèmes énergétiques, traditionnellement centralisés, cèdent progressivement la place à
des modèles plus distribués, où la production d’énergie se fait plus proche des lieux de consom-
mation grâce aux EnRs. Cette décentralisation offre une réduction des pertes en transmission et
distribution et favorise l’autonomie énergétique des communautés locales. L’intégration de ces
énergies pose de nombreux défis, notamment en termes d’acceptation sociale et d’investissements.

1. L’initative Born in PPM fait correspondre chaque année civile avec un taux de concentration de CO2, pour
illustrer l’augmentation de ce dernier au fil des ans.

2. L’énergie primaire désigne l’ensemble des formes d’énergie disponibles dans la nature avant toute transformation
ou conversion par l’être humain.

1
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FIGURE 1 – Évolution de la capacité installée et de la part de l’énergie photovoltaïque dans le mix
électrique en France (2013-2022) [7].

Cependant, nous nous concentrerons ici sur les challenges technologiques liés à leur intégra-
tion au réseau électrique.

L’arrivée de ces nouvelles sources d’énergie, du fait de leurs caractéristiques, pose toutefois
des défis significatifs en termes de régulation et de maintien de la stabilité, nécessitant des avancées
dans les technologies de stockage d’énergie et les systèmes de gestion intelligente de l’énergie.
Leur implémentation dans les micro-réseaux contribue donc à ce changement de paradigme dans
le système électrique, avec ses atouts majeurs mais également ses challenges.

Qu’est ce qu’un micro-réseau?

Le terme micro-réseau est un mot composé de l’affixe micro, venant du grec « µικρoσ »
signifiant petit, et du mot réseau, originaire du latin « retis » désignant originellement un filet. Sa
signification a évolué et prend ici le sens d’un ensemble interconnecté, fait de composants et de
leurs relations, autorisant la circulation de flux, quel qu’en soit sa nature. Ici il est sous-entendu
que l’on parle d’un réseau électrique et donc de flux d’électrons. Ce terme est finalement assez
clair sur la place du micro-réseau dans le vaste écosystème électrique. Désormais avec des flux
bi-directionnels, le réseau électrique accueille de nouveaux éléments à gérer et se retrouve de plus
en plus maillé, se rapprochant ainsi du sens originel du mot réseau. On parle ici d’une entité plus
petite que le réseau de distribution en terme de puissance.

Le micro-réseau peut se voir comme une partie du système électrique qui aurait acquis des
degrés de liberté par rapport au réseau autrefois centralisé avec des flux verticaux, son opérateur
doit donc prendre des décisions et le gérer comme il l’entend.

Un micro-réseau électrique, souvent désigné sous le terme anglais » microgrid « , est un sys-
tème de distribution d’énergie électrique localisé qui fonctionne de manière autonome ou en paral-
lèle avec le réseau électrique principal. Ce système intègre généralement plusieurs sources d’éner-
gie, qui peuvent inclure des générateurs conventionnels à base de carburants fossiles ainsi que
des sources d’EnR comme le solaire photovoltaïque, l’éolien, et parfois des systèmes de stockage
d’énergie comme les batteries (voir figure 2).

Les micro-réseaux sont conçus pour optimiser l’utilisation des ressources énergétiques locales,
améliorer la fiabilité et la qualité de l’énergie fournie, et réduire les émissions de gaz à effet de serre
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FIGURE 2 – Représentation schématique du concept de micro-réseau [8]

mais également d’acquérir une relative indépendance. Ils possèdent ainsi parfois la capacité de se
déconnecter du réseau principal et d’opérer en mode « îlotage », permettant ainsi une résilience
accrue lors de pannes générales ou de catastrophes naturelles.

Cette définition générique ne devrait par occulter qu’il existe une grande variété de caractéris-
tiques qui varient d’un micro-réseau à l’autre : type de courant, moyen de supervisions, connection
au réseau principal, nombres de phases, grande variétés d’entités, multi-vecteurs d’énergie, etc.
[9].

Opération d’un micro-réseau

Sur le plan technique, un micro-réseau utilise des systèmes de gestion avancés et des tech-
nologies de contrôle intelligentes pour gérer la production et la consommation d’énergie au sein
de son périmètre. Ces systèmes doivent, à l’instar du réseau principal interconnecté, assurer une
régulation précise des flux d’énergie, garantissant ainsi l’équilibre entre offre et demande en temps
réel, tout en maintenant la stabilité du réseau et en respectant les normes de qualité de l’énergie.

L’exploitant d’un micro-réseau souhaite opérer son système de la meilleure façon possible.
Pour cela il existe une multitude de critères. Il existe aussi différents types de problèmes qui
correspondent à différentes temporalités. Pour opérer un réseau électrique, nous aurons de l’échelle
de temps la plus courte à la plus longue :

• Le contrôle du réseau électrique qui se préoccupera des flux de puissances à travers le
contrôle de varaible comme la tension , la fréquence du réseau opéré et permettra d’assurer
la sécuriét et la fiabilité du système en temps réel.

• Le problème de la gestion d’énergie se concentre lui sur les équilibres de puissance à court
et moyen terme.

• Le problème de dimensionnement et de développement de nouvelles capacités doit lui s’as-
surer que le système est viable à plus long terme.

Les récentes avancées de la recherche dans le domaine des micro-réseau entraînent des chan-
gement dans les méthodes employées. Si l’approche déterministe était très courante et reste encore
très présente dans la recherche et les gestionnaires de réseau, l’utilisation d’approches dites sto-
chastiques tend à se développer [10].
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Déterministe vs. stochastique

La différence entre une vision déterministe et une vision stochastique est fondamentale et
permet d’étudier un système complètement différement selon que l’on adopte l’une ou l’autre
approche.

Le terme « déterministe » fait référence à quelque chose qui est prévisible et contrôlable, où les
résultats sont déterminés par des causes précises et identifiables. Dans un système déterministe,
les événements futurs peuvent être prédits avec précision à partir des conditions initiales et des
lois ou règles du système. Par exemple, dans la physique classique, les mouvements des planètes
dans le système solaire sont déterminés avec précision par les lois de la gravitation de Newton.

Avant de parler du terme « stochastique » il convient de définir deux notion : statistique et
la probabiliste. Le terme « statistique » fait référence à la science qui se consacre à la collecte,
l’analyse, l’interprétation, la présentation et l’organisation de données. En pratique, elle permet de
tirer des conclusions à partir de données, de détecter des patterns ou des tendances, et de prendre
des décisions basées sur des données empiriques. Le terme « probabiliste » se réfère à tout ce
qui est relatif à la probabilité, c’est-à-dire à l’étude mathématique de la mesure de la certitude
ou de la possibilité qu’un événement particulier se produise. La probabilité est une branche des
mathématiques qui quantifie l’incertitude et est essentielle pour la prise de décisions basée sur des
événements incertains.

Le terme « stochastique » est utilisé pour décrire un processus ou un système ayant une com-
posante aléatoire ou probabiliste. Il est souvent employé pour caractériser des phénomènes dont
l’issue n’est pas totalement prédictible, mais qui peuvent être analysés à l’aide de probabilités ou
de statistiques. En essence, un processus stochastique est une suite de variables aléatoires dont
les réalisations ne sont pas déterminées avec certitude, mais suivent certaines lois de probabilités.
Dans un système stochastique, les résultats ne peuvent pas être prédits de manière précise, même
si les conditions initiales sont connues.

En résumé, le déterminisme se rapporte à la prédictibilité et à la certitude, tandis que l’ap-
proche stochastique se rapporte à l’incertitude et au hasard. Ces concepts sont utilisés pour décrire
et modéliser une grande variété de phénomènes dans divers domaines scientifiques et technolo-
giques, dont la prévision de production photovoltaïque et la gestion de micro-réseaux.

Objectifs et contributions

Cette thèse a pour vocation de s’inscrire dans la continuité des recherches les plus récentes sur
la question de la gestion de l’énergie dans les micro-réseaux. Plus particulièrement, nous traiterons
du problème de planification et d’anticipation de son fonctionnement, auquel nous ajouterons la
prise en compte de l’incertitude. En effet, une forte présence de moyens de production d’énergie
comme le photovoltaïque est une source d’aléa importante du fait de son intermittence et de son
imprévisibilité. Il apparaît donc crucial de prendre en compte cette incertitude dans les processus
de décision et de pilotage d’un micro-réseau.

Pour cela notre travail est divisé en différents objectifs séquentiels, permettant in fine de ré-
pondre au challengé énoncé ci-dessus :

• Maîtriser et exploiter le plus possible l’information à disposition sur l’aléa étudié.

• Caractériser l’incertitude liée à ce aléa de la façon la plus versatile possible.

• Etudier l’impact et l’apport d’une prise en compte d’incertitude dans un modèle de planifi-
cation de micro-réseau.

• Élaborer un modèle de planification optimisant les coûts d’opération tout en étant capable
de fournir un service système au réseau principal.

Ainsi, ce travail comportera diverses contributions sur ces sujets. Nous nous pencherons en
premier lieu sur la caractérisation de cette incertitude, avec le développement d’une méthode per-
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mettant d’obtenir des prévisions probabilistes de productible PV puis de construire leurs lois em-
piriques. En croisant ces lois avec des observations, nous définissons et paramétrons le modèle
de dépendance temporelle le plus approprié pour la centrale PV considérée. Ce modèle se basant
sur la notion de copule, est générique, c’est-à-dire applicable à d’autres sources d’incertitude qui
pourraient s’ajouter à notre modèle. Les travaux effectués jusqu’alors et particulièrement la dé-
finition d’un modèle de dépendance permettent ensuite d’effectuer une assimilation de données
de production mesurée, générant une nouvelle prévision. De plus, les lois obtenues, nous autori-
serons à effectuer une génération de scénario puis de paramétrer une méthode de réduction de
scénarios, modélisant ainsi l’incertitude de la production PV sur l’horizon temporel étudié.

Dans la seconde partie des travaux, on s’intéresse au problème de gestion de micro-réseau et en
particulier à la planification. Les prévisions étant un paramètre d’entrée de ce proccessus, nous dé-
crivons ensuite donc un modèle stochastique de planification permettant de prendre en compte
les ensembles de scénarios produits. Nous montrerons l’intérêt de l’approche stochastique sur
la maîtrise du risque économique lié au soutirage depuis le réseau principal. Un service système
original est également ajouté au modèle et nous estimerons son coût et sa fiabilité. Finalement
nous montrons l’apport des ensembles de scénarios réduits pour la planification stochastique.
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Organisation

Ce manuscrit de thèse se divise en 4 parties et 7 chapitres permettant de traiter les objectifs
susmentionnés, organisés selon la structure ci-dessous.

• La partie I détaille l’état de l’art et les concepts clés du sujet du manuscrit.

◦ Le chapitre 1 traite de la prévision PV et son incertitude.
◦ Le chapitre 2 permet de donner un aperçu des méthodes de gestion de micro-réseau

sous incertitude.

• La partie II porte le traitement de l’incertitude PV.

◦ Dans le chapitre 3, nous caractériserons l’aléa photovoltaïque sur une journée en déter-
minant, d’une part les lois suivies aux différentes heures mais également une structrure
de dépendance, permettant de définir une loi pour l’ensemble des intervalles considé-
rés.

◦ Dans le chapitre 4, nous effectuerons, grâce aux travaux du chapitre précédents, le
paramétrage d’une méthode de génération d’ensembles réduits de scénarios.

◦ Dans le chapitre 5, la structure de dépendance estimée permet d’exploiter le receuil
de mesures de production en temps réel pour effectuer de l’assimilation de données
observées.

• La partie III permet de traiter les problématique liées à la planification stochastique de
micro-réseau.

◦ Dans le chapitre 6, nous présentons le cas d’étude : ses entités, les hypothèses et la
méthodologie d’évaluation des méthodes employées.

◦ Dans le chapitre 7, nous détaillons les résultats de méthodes et stratégies de planifica-
tion développées, tout en exploitant les données issues de la partie II.

• La partie IV regroupe les annexes.
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État de l’art et concepts pour la
prévision PV et la gestion de

micro-réseau sous incertitude

9





1
Prévision de la production d’une centrale PV et son

incertitude

Ce chapitre permet de poser le cadre scientifique dans lequel s’ins-
crit nos recherches menées sur la prévision de la production d’une
centrale PV et son incertitude. De nombreuses méthodes de pré-
visions et de représentation de l’incertitude sont présentées, tout
comme les moyens pour les évaluer.
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Chapitre 1. Prévision de la production d’une centrale PV et son incertitude

Pour relever les défis de l’intégration de l’énergie PV dans les réseaux électriques, il est crucial
d’avoir à disposition des prévisions de son productible de qualité . Ces dernières sont essentielles
pour de nombreux aspects : aussi bien pour anticiper le fonctionnement du réseau (estimer les ré-
serves, gérer les congestions du réseau, etc.) que pour permettre d’en optimiserles coûts d’opéra-
tion. Ainsi, plus la part de la puissance PV dans un réseau augmente, plus la qualité de la prévision
sera critique pour ce système.

Ce chapitre présente un état de l’art de la recherche sur les méthodes de prévision photovol-
taïque et aborde également la question de l’incertitude qui leur est inhérente. L’objectif est de
fournir une vue d’ensemble des approches existantes, de leurs avantages et limites et synthétiser
les défis à relever pour améliorer l’ensemble processus de prévision PV. Dans un premier temps,
l’aléa de la production photovoltaïque sera présenté. Ensuite, les différentes méthodes de prévi-
sion seront passées en revue, tout comme la quantification et la représentation de l’incertitude.
Finalement nous évoquerons les méthodes d’évaluations avant de conclure.

FIGURE 1.1 – Résumé des facteurs principaux influençant la variabilité de la production PV

1.1 Aléa photovoltaïque : variabilité et incertitude

La variabilité de la production photovoltaïque fait référence aux fluctuations de la puissance
produite par les panneaux solaires. Ces dernière peuvent être dues à de nombreux facteurs : chan-
gements des conditions météorologiques telles que l’intensité de la lumière du soleil, couverture
nuageuse, température, vitesse du vent, etc. En revanche, l’incertitude concerne la difficulté de
prédire précisément ces variations sur différentes échelles de temps.

Les conditions météorologiques jouant un rôle significatif dans la production d’énergie PV,
des facteurs tels que la couverture nuageuse, provoquant des changements rapides de l’exposition
au soleil des panneaux, entraînent des baisses ou des pics soudains de la production d’électricité
[11]. Les variations de température de l’air peuvent également affecter l’efficacité des panneaux
[12]. La vitesse du vent impacte le refroidissement des panneaux solaires et donc leur température,
contribuant aussi à la variabilité de la production [13]. L’ensemble des fluctuations liées à la météo
sont donc autant d’aléas qui affecteront le productible PV et sa prévision.

L’environnement d’une installation PV joue aussi un rôle important dans son exposition au
soleil, et donc sur sa production. Des paramètres telles que l’emplacement géographique et l’om-
brage provenant de structures ou de la végétation à proximité influet significativement la quan-
tité de rayonnement solaire reçue par les panneaux PV tout au long de la journée. Les zones
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1.2. Ensemble des données utilisées pour la prévision

situées à des latitudes élevées ou ayant une météo présentant fréquemment une couverture nua-
geuse peuvent connaître une plus grande variabilité de la productible PV par rapport aux régions
plus proches de l’équateur bénéficiant d’un ensoleillement plus régulier et important. Les facteurs
temporels, tels que l’heure de la journée et la saison, ont également un fort impact sur les schémas
de production d’énergie solaire. En effet, l’angle et l’intensité de l’irradiation varient au fil de la
journée et au cours des différentes saisons en raison de l’inclinaison de la Terre par rapport à son
orbite autour du soleil. Ces variations entraînent donc des niveaux variables d’énergie disponible
pour les systèmes photovoltaïques, ce qui rend plus complexe la prévision [14].

La conception des systèmes PV et le choix de leurs composants contribuent également de
manière significative à la variabilité de la production d’énergie. En effet, les différences entre les
types de cellules PV, les onduleurs ou encore les systèmes de suivi (tracker) amènent différentes
conditions de fonctionnement et peuvent donc affecter l’efficacité du système. On peut également
citer l’importance de la maintenance et de l’entretien des systèmes [15].

Les techniques de prévision jouent donc un rôle très important dans la gestion de la variabilité
et la modélisation des incertitudes associées aux sources d’énergie renouvelables intermittentes
comme l’énergie solaire. Les différentes source d’aléa sont résumés figure 1.1. Dans la section
suivante nous allons évoquer les différentes données nécessaires à la prévision.

1.2 Ensemble des données utilisées pour la prévision

Les méthodes de prévision photovoltaïque reposent sur une variété de données qui peuvent
être divisées en plusieurs catégories : les données d’irradiation solaire et météorologiques ainsi
que les données spécifiques à la centrale considérée. La qualité, la résolution et la disponibilité de
ces données ont une influence significative sur la précision et la fiabilité des prévisions.

a) Données d’irradiation solaire

Les données d’irradiation solaire sont directement corrélées à la puissance électrique produite
par les systèmes PV et sont probablement les paramètres les plus critiques pour la prévision de
l’énergie solaire.

Parmis les types d’irradiations solaires on trouve :

• Irradiation normale directe (abrégée DNI en anglais) : quantité de radiation solaire reçue par
unité de surface provenant directement du soleil (sans être diffusé ou refléchi), mesurée sur
une la surface perpendiculaire aux rayons, elle varie donc en fonction de l’angle d’incidence
de ces derniers.

• Irradiance horizontale diffuse (abrégée DHI en anglais) : quantité de radiation solaire reçue
indirectement (diffusée par les molécules de l’atmosphère) par unité de surface horizontale.

• Irradiance horizontale globale (abrégée GHI en anglais) : quantité totale de radiation solaire
reçue par une surface horizontale, qui comprennant à la fois l’irradiation normale directe et
l’rradiance horizontale diffuse.

Ce type de mesure peut être obtenu de trois manières :

• Pyranomètres et pyrhéliomètres : ces instruments mesurent respectivement le GHI et le DNI.

• Caméras : elles permettent d’observer le ciel à proximité de la centrale et d’estimer indirec-
tement l’irradiation.

• Satellites : les données satellitaires permettent de fournir des données complètes de radia-
tion solaire en analysant des images de l’atmosphère, complétant ainsi ou remplaçant les
instruments susmentionnés [16].
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b) Autres données météorologiques

Des données météorologiques complétant celles d’irradiation sont également essentielles pour
les modèles de prévision PV. Ces données comprennent principalement la température, la vitesse
du vent, l’humidité et la pression atmosphérique. Ces paramètres influencent la quantité d’irradia-
tion solaire atteignant la surface de la Terre et affectent donc le productible du système PV.

Il y a globalement deux sources principales pour ces données :

• Stations météorologiques : elles fournissent des données localisées et sont souvent utilisées
pour la prévision à court terme [17].

• Satellites : pour une couverture plus large, les données satellitaires offrent des estimations
de la couverture nuageuse et d’autres conditions atmosphériques sur de vastes zones géo-
graphiques [18].

c) Données spécifiques

Les données spécifiques à l’installation solaire PV, telles que le type de cellule, l’orientation,
l’angle d’inclinaison et l’âge de l’installation, jouent également un rôle crucial dans la produc-
tion d’énergie PV et donc dans sa prévision, ces facteurs affectant l’efficacité de conversion des
modules solaires. En effet deux centrales exposées aux mêmes conditions météorologiques, ne
produiront pas forcément la même puissance.

La plupart des systèmes modernes de PV sont équipés de capteurs et de logiciels de sur-
veillance qui enregistrent continuellement les données opérationnelles, y compris la production
d’énergie, l’efficacité et l’état du système. Ces données sont critiques pour calibrer les modèles de
prévision et pour effectuer des ajustements en fonction des tendances de performance mesurées et
de la dégradation observée au fil du temps.

Obtenir, comprendre et utiliser efficacement ces différentes données est fondamental pour dé-
velopper des modèles de prévision PV performants. L’intégration de données précises, fiables et
à haute résolution (temporelle et spatiale) provenant de plusieurs sources améliorent les capacités
prédictives de ces modèles, pouvant ainsi faciliter la gestion de l’énergie et, de fait, son l’inté-
gration au réseau. Avant d’aborder la question des modèles de prévisions, nous introduirons les
différentes approches qu’il est possible d’adopter lorsqu’on s’attache à produire une prévision PV.

1.3 Approches de prévisions

1.3.1 Prévision directe vs. indirecte

Pour la prévision de productible photovoltaïque, il est possible d’utiliser des méthodes directes
ou indirectes en fonctions des données à disposition.

Les méthodes de prévision directes permettent de prévoir directement la puissance électrique
produite par une installation PV en utilisant des échantillons de données historiques, tels que la
production et les données météorologiques associées. Cette approche est appropriée lorsque des
données historiques de la centrale PV sont disponibles pour l’entraînement des modèles. L’avan-
tage de cette méthode est qu’elle peut capturer et transposer les caractéristiques spécifiques de la
centrale PV.

Quant à elles, les méthodes de prévision indirectes sont utilisées lorsque la prévision directe
de la production d’énergie PV n’est pas possible, par exemple dans le cas d’une nouvelle centrale
PV où des données historiques ne sont pas disponibles. Dans de tels cas, la prévision indirecte
est mise en uvre en collectant des données d’irradiation solaire et météorologiques, ainsi que des
informations sur l’emplacement de la centrale PV. Ces paramètres sont ensuite utilisés pour prévoir
la puissance solaire grâce à des modèles de performance (voir section 1.4.1.c).
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1.3.2 Horizons de prévision

Si il existe différentes façons possibles pour produire une prévision PV, la temporalité de
cette dernière est aussi très importante dans le processus et peut varier beaucoup d’une prévison
à l’autre. Ainsi en fonction de l’horizon de prévision, on aura ni la même source de données, ni
la même méthode, ni la même application pour le sytème énergétique [19]. Il est donc courant de
classer les prévisions en différentes catégories :

• De quelques secondes à quelques minutes : la prévison de très court-terme, utilisée pour le
contrôle actif des installations [20].

• De quelques secondes à quelques heures : la prévison intra-horaire, indispensable pour
assurer la stabilité du réseau avec notamment la constitution des réserves mais elle trouve
aussi des applications dans la formulation des offres sur le marché de l’électricité [21].

• De 30 minutes à 6 heures : la prévison de court-terme, dont l’application est liée au marché
de l’électricité ou à l’opération du réseau [22].

• De quelques secondes à quelques heures :la prévison intra-journalière, dont l’usage est très
similaire aux deux appelations précédentes [23].

• De 6 heures à 24 heures : la prévison de moyen-terme, employée pour la maintenance des
systèmes PV [20].

• De 6 heures à 48 heures : la prévison pour le lendemain, essentiellement à destination des
problèmes de planification lié au marché de l’électricité (Unit Commitment et Optimal Dis-
patch, voir section 2.3.1) [24].

• Plus de 24 heures et pouvant aller jusqu’à un an : la prévison de long-terme, utilisée pour la
planification des opération du système énergétique (renforcement du réseau de distribution
voire de transport) mais aussi de la centrale elle-même pour en connaître les variations
saisonnières [25].

On remarque que ces catégories se recoupent temporellement, illustrant la variété des applications
dans la gestion des systèmes PV qui nécessitent des prévisions. La figure 1.2 illustre les différentes
temporalités des catégories listées précedemment.

FIGURE 1.2 – Catégories d’horizons de prévision PV

On notera également que toutes les centrales n’ont pas les même dynamiques temporelles
relativement aux aléas météo. Des facteurs comme la taille de la centrale et la vitesse du vent
influent grandement sur les variations de production.

1.3.3 Modélisation de l’incertitude

De façon générale, la notion d’incertitude caractérise l’imprécision que l’on a d’une grandeur :
c’est la dispersion des valeurs qu’elle pourrait prendre. La prédiction de productible PV est une
variable aléatoire : il est impossible de donner sa valeur à l’avance avec certitude. Ce travail de pré-
vision revient donc à étudier cette variable, pour cela la théorie des probabilités et les statistiques
aideront à rationaliser les issues possible de cette expérience aléatoire.
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Dans le domaine de la prévision photovoltaïque, la modélisation précise de l’incertitude fait
partie intégrante de la production de la prévision elle-même : il est crucial de capturer et refléter
la variabilité et la stochasticité inhérentes à la production d’énergie solaire. Une modélisation
efficace de l’incertitude est donc essentielle pour fournir des prévisions fiables qui influenceront
les décisions dans la gestion du réseau ou encore les prises de positions sur le marché de l’énergie.

Afin de caractériser la distribution des valeurs de prévisions, les modèles de prévisions se
divisent en deux approches : paramétrique et non-paramétrique. La section suivante permet de
distinguer leurs différences ainsi que leurs forces et faiblesses.

a) Approche paramétrique

L’approche paramétrique de prévision PV impliquent de choisir préalablement le type de dis-
tribution paramétrique supposément suivie par des variables d’intérêt. Ces modèles sont avanta-
geux pour leur simplicité et la facilité de compréhension de leurs résultats.

Ces modèles nécessitent donc de caractériser les paramètres d’un modèle prédéfini en ajustant
grâce aux données les paramètres du type de courbe sélectionné. Les approches paramétriques
sont généralement très efficaces sur le plan computationnel car elles ne nécessitent pas de grandes
quantités de données mais peuvent manquer de flexibilité si le modèle choisi ne s’avère finalement
pas une bonne approche de la distribution de la prévision [26].

Pour le productible PV, certains auteurs utilisent donc des fonctions paramétriques parmis les
suivantes et représentées figure 1.3 :

• La loi normale : approche courante pour modéliser la distribution des erreurs mais se révè-
lant inexacte en cas de non-symétrie des données observées [27] ;

• La loi gamma [28] ;

• La loi bêta [29].

Les deux dernières lois citées permettent de palier au problème de symétrie de la loi normale
mais ne règlent pas la question de la multi-modalité potentielle des variables étudiées, illustrée par
Munkhammar et al. [30]. s.u.

(a) Loi normale (b) Loi gamma (c) Loi bêta

FIGURE 1.3 – Exemples de densités de probabilité pour différents paramètres pouvant servir à une
approche paramétrique de la prévision PV [31]

Il a été montré que par Almeida et al. que leur pendant, les approches non-paramétriques,
présentaient certains avantages [26], que nous allons présenter dans la section suivante.

b) Approche non-paramétrique

Les modèles non-paramétriques sont préférés pour leur capacité à modéliser les données sans
faire d’hypothèses sur la forme de distribution des variables considérées. Ces modèles sont plus
adaptables et peuvent gérer des situations complexes et relations non linéaires souvent présentes
dans les données météorologiques pour la prévision PV.
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Comme le soulignent Pan et al., cette approche est excellente pour gérer la nature très variable
des paramètres courammanent utilisés dans le domaine, notamment en étant robuste face aux va-
leurs aberrantes. Leurs principaux défauts sont qu’elles nécessitent plus de données et ont un coût
calculatoire plus élevé que les approches paramétriques [32].

Le choix entre d’une approche paramétrique ou non pour la prévision PV va dépendre de la
nature des données, des relations entre les paramètres considérés et des besoins spécifiques de
l’application à laquelle est destinée la prévision. Alors que les méthodes paramétriques offrent
simplicité et efficacité, les non-paramétriques fournissent plus de flexibilité, pouvant ainsi plus fa-
cilement modéliser des relations complexes, communes dans la production photovoltaïque. Après
avoir détaillé les approches possibles pour la prévision et son incertitude, nous explorerons les
principaux modèles de prévision dans la section suivante.

1.4 Méthodes de prévisions

Les méthodes de prévision pour les systèmes photovoltaïques peuvent être divisées en deux
types principaux : les modèles physiques et les non-physiques. Chaque type utilise des approches
distinctes et présente ses propres forces et faiblesses. Les modèles physiques, utilisent les lois de
la physique pour prédire la production solaire. Ces modèles sont cruciaux pour comprendre les
interactions fondamentales entre les conditions atmosphériques, l’irradiation solaire et puissance
produite.

Les modèles non-physiques, quant à eux, utilisent plutôt des techniques statistiques et d’ap-
prentissage automatique en assimilant à partir de données historiques. Ils permettent de décrire des
phénomènes qui ne peuvent parfois pas être explicitement définis par des équations physiques. Ces
modèles offrent de la flexibilité et de l’adaptabilité dans la gestion de données et interactions com-
plexes. On peut également citer les approches ensemblistes, utilisant plusieurs « sous-modèles » et
hybrides, tirant partie de différents modèles.

Cette section vise donc à explorer ces différentes techniques de prévision, en soulignant leurs
applications, leurs capacités actuelles et les orientations futures dans la prévision PV. La figure 1.4
ci-dessous permet d’avoir un premier aperçu des grandes catégories de modèles de prévision PV.

FIGURE 1.4 – Aperçu des différents types de modèles de prévision PV
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1.4.1 Modèles physiques

a) Modèles de rayonnement ciel clair

Les modèles de ciel clair (connus sous leur appelation anglaise : Clear-Sky Models, CSM)
estiment le rayonnement solaire dans des conditions idéales, fournissant une référence pour la
prévision de l’énergie PV [33]. Ils utilisent des paramètres tels que la position du soleil et les pro-
priétés optiques de l’atmosphère pour prédire l’irradiation solaire, en supposant une atmosphère
idéale dite de ciel clair (i.e. sans couverture nuageuse). Il existe plusieurs modèles de ciel clair
bien connus, tels que le modèle Simplified Solis ou le modèle Bird Clear Sky, chacun avec ses hy-
pothèses et applications de prédilection. Ces modèles diffèrent principalement dans la façon dont
ils gèrent l’absorption et la diffusion du rayonnement solaire par l’atmosphère [34]. Ces modèles
de rayonnement sont essentiels comme référence pour des études de prévision et de variabilité
d’irradiation plus complexes.

Bien qu’utiles, les CSM ont des limites. Ils ne tiennent pas compte des conditions atmosphé-
riques imprévues comme les concentrations d’aérosols ou les changements météorologiques sou-
dains, ce qui en fait une prévision simple mais limitée. Un étalonnage régional est souvent néces-
saire pour garantir la pertinence et la précision de ces modèles [35].

b) Prévision numérique du temps

Les modèles de prévision numérique du temps (Numerical Weather Prediction, NWP) sont
essentiels pour la prévision de la production d’énergie PV car ils fournissent des informations dé-
taillées sur les variables météorologiques impactant la production d’énergie solaire (voir section
1.1). Ces derniers fournissent donc des estimations de paramètres telles que la température, la
vitesse du vent, l’humidité et la couverture nuageuse, ce qui leur permet surtout de prédire l’irra-
diation solaire [36]. Les modèles NWP intègrent des modèles de rayonnement solaire (voir section
1.4.1.a ci-dessus) pour ainsi prévoir le rayonnement atteignant potentiellement une centrale PV, en
traduisant les paramètres météorologiques calculés en estimations d’irradiation solaire au niveau
du sol. Les avancées récentes se concentrent sur l’amélioration de la résolution et de la précision
des prévisions, tout comme la vitesse de calcul des modèles et l’obtention de meilleures données
d’entrées. Ces modèles deviennent moins précis avec l’augmentation de l’horizon de prévision et
la diminution de la résolution spatiale : les phénomènes météorologiques locaux pouvant causer
des changements soudains du niveau d’irradiation [37].

c) Modèles de performance PV

Ce type de modèle permet de passer des paramètres physiques (variables météorologiques et
propriétés de l’installation PV) à la puissance électrique effectivement produite par la centrale.
Les facteurs les plus courant sont donc l’irradiation, la température, l’ombrage, l’albédo et l’angle
d’incidence de la lumière du soleil sur les panneaux. Il en existe différents types, du modèle à une
diode aux modèles empiriques, et nécessitent le plus souvent un étalonnage [38]. Ces modèles de
performance sont utilisés à la fois pour les prévisions de production d’énergie survant à l’opération
du système mais aussi pour la conception du système en amont de l’installation [39].

1.4.2 Modèles non-physiques ou statistiques

A l’inverse de la catégorie précédente les modèles non-physiques ne sont pas basés sur les loi
physiques mais plutôt sur de la statistique : c’est en accumulant des données et en les analysant
qu’on est capables de prévoir la puissance produite par une installation photovoltaïque. Dans les
sections suivantes, nous listerons les modèles les plus couramment utilisés et cités dans la littéra-
ture.
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a) Modèles de régression

Les modèles de régression sont capables de prédire la production d’énergie solaire en modéli-
sant une relation statistique entre une ou plusieurs variables explicatives et une variable expliquée
(la prévision). Les variables explicatives les plus communes sont l’irradiation solaire, la tempé-
rature et l’heure de la journée (affectant la position du soleil dans le ciel). Les techniques de
régression pour la prévision PV vont de la régression linéaire simple à des modèles de régression
plus élaborés (comme la régression logistique ou la régression polynomiale) en fonction de la na-
ture et de la complexité de la relation considérée entre variables d’entrée et de sortie [24], [40].
La régression linéaire, modélisant la production PV comme une fonction linéaire des variables
d’entrée est largement utilisée en raison de sa simplicité et de son efficacité. Les modèles de ré-
gression sont simples à appréhender et à mettre en uvre et leur efficacité repose sur leur capacité
à modéliser avec versatilité les relations entre les paramètres d’entrée, souvent complexes dans la
réalité. Leur précision dépend fortement d’une sélection pertinente des variables explicatives et du
choix de la relation entre variables explicatives et variable à prédire.

b) Modèles d’auto-régression

Ces modèles de prévision de séries temporelles sont une des approches pour la prévision pho-
tovoltaïque les plus abordées dans la littérature. Ils utilisent le lien avec les valeurs passées pour
prédire les valeurs futures de production PV en employant diverses techniques statistiques qui
peuvent capturer les tendances, comme la saisonnalité ou d’autres corrélations temporelles [41].
Les modèles d’auto-régression les plus courants sont :

• ARMA (AutoRegressive Moving Average) : moyenne mobile autorégressive où la valeur à
prédire est exprimé comme une combinaison de ses valeurs passées :

Yt = εt +
p

∑
i=1

φiYt−i +
q

∑
i=1

θiεt−i

où Yt est la valeur à prévoir à l’instant t, φi et θi sont des coefficient du modèle à determiner
et εt les termes d’erreur.

• ARIMA (AutoRegressive Integrated Moving Average) : moyenne mobile autorégressive in-
tégrée, la version stationnarisée du modèle ARMA.

• SARIMA (seasonal ARIMA) : c’est le modèle ARIMA prenant en compte des tendances
saisonnières.

Le modèle ARMA nécessite cependant des données stationnaires, ce qui signifie que la moyenne,
la variance et la structure d’autocorrélation de la série ne doivent pas changer temporellement.
Les non-stationnarités dues à l’évolution du système étudié peuvent compliquer les efforts de
modélisation, mais c’est ce que les modèles ARIMA ET SARIMA permettent de corriger par
rapport au modèle ARMA [42]. La force de ces modèles est aussi leur faiblesse, la modélisation
étant linéaire elle donne de très bon résultats lorsque les données sont très liées, notamment à court
terme, et des performances moins satisfaisante sur des horizons plus lointains.

c) Lissage exponentiel

La technique du lissage exponentiel se base aussi sur la reconnaissance de certains motifs
temporels dans les données historiques. Cette méthode présente la particularité de donner des
poids différents en fonction de la temporalité de la donnée, réduisant ainsi l’influence des données
passées par rapport aux données récentes de façon exponentielle [43]. Ainsi l’équation suivante
régit cette méthode de prévisions :

Yt = αyt−1 +(1−α)Yt−1
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où, Xt la valeur à prévoir à l’instant t, xt−i l’observation à l’instant t − 1, α la constante de
lissage (comprise entre 0 et 1) et Xt−1 la prévision précédente.

Cette méthode peut être adpatée pour prendre en compte des tendances comme la saisonnalité
[19]. De façon générale le lissage exponentiel est simple à mettre en place et produit de bons
résultats dont des conditions stables. Le modèle est moins précis lorsque les changement brusques
de tendance sont rares même si le coefficient α ajoute un degré de versatilité au modèle permettant
de l’ajuster. Cette difficulté à prévoir des phénomènes soudains et l’impossibilité de traiter des
tendances non-linéaires sont ces principaux défauts.

d) Chaînes de Markov

Une chaîne de Markov est un objet mathématique permettant de modéliser des processus sto-
chastique. Sa principale caractéristique est de considérer que l’information nécessaire pour prédire
l’état futur du sytème est entièrement comprise dans son état présent (propriété de Markov). Cette
méthode subdivise donc la production PV envisageable en états distincts, qui peuvent inclure dif-
férents niveaux de puissance ou des paramètres météorologiques ayant un impact sur l’irradiation
solaire. Ainsi on prédit la puissance PV Xt , uniquement à partir de l’état t −1 grâce au modèle de
la chaîne de Markov qui décrit les probabilités de passer d’une valeur à une autre, apprisses à par-
tir des données historiques. On estime par exemple la probabilité de passer d’une forte production
avec un ciel dégagé à une chute de production [44].

Ce type de modèle est simple à mettre en oeuvre et ne nécessite que peu de puissance de calcul.
Il reste cependant limité par la simplicité de la modélisation de la relation entre les état et peine
donc à représenter des données non-stationnaires, ou à capturer des tendances non dépendantes à
l’état présent.

e) Modèles d’apprentissage automatique non-linéaires

Dans la prévision photovoltaïque, les modèles d’apprentissage automatique non-linéaires sont
de plus en plus utilisées et plébiscités. Ils sont capables de prédire la production future d’énergie
solaire en assimilant de grandes quantités de données en modélisant des relations complexes à
priori non-évidentes ou non-modélisables par les méthodes statistiques traditionnelles présentées
précedemment.

Réseaux de neurones artificiels (Artificial Neural Networks, ANN)

Les réseaux de neurones artificiels (ANN) sont employés avec succès dans le domaine de
la prévision PV, notamment pour modéliser les relations complexes entre l’irradiation solaire, la
température et la production d’énergie[45]. Ils sont constitués de plusieurs couches de neurones
(une d’entrée, une cachée et une de sortie) qui vont permettre d’apprendre à partir de données.
Les neurones représentent différentes fonctions et ont chacun un poids dans le modèle. Ainsi il
y a toujours une étape d’entraînement grâce à un algorithme et une étape de test pour valider le
modèle, où l’on fait passer des données à travers un réseau de neurones. Il existe une très grande
variété d’architecture de réseau en fonction des paramètres du problème [22].

Machines à vecteurs de support (Support Vector Machine, SVM)

Cette méthode d’apprentissage automatique supervisée était initialement utilisé pour les tâches
de classification mais est désormais très courante et efficace pour la prévision PV [46]. Elle permet
d’effectuer une régression non linéaire en transformant les données grâce à un noyau, auquel les
résultas sont donc très sensibles [47].
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Dans cette catégorie de méthodes, on peut également citer les méthodes de forêts aléatoires
(random forest) [48] ou des k plus proches voisins (k-nearest neighbors, KNN) [49]. En conclu-
sion, ces modèles d’apprentissage automatique présentés dans cette section s’avèrent hautement
efficaces dans le domaine de la prévision PV, offrant des outils versatiles et précis pour prédire la
production d’énergie solaire. Ces modèles peuvent s’adapter aux non-linéarités et aux dynamiques
complexes des données étudiées. On peut cependant déplorer leur forte demande en données pour
pouvoir obtenir de bon résultats et une possibilité de surapprentissage (lorsque le modèle s’adapte
trop aux données d’entraînement). De plus, ces modèles sont souvent qualifiés de « boîtes noires »
rendant très compliquée l’interprétabilité des résultats et ils demandent également une forte inten-
sité computationnelle pour leur entraînement [50].

1.4.3 Modèles ensemblistes

La prévision ensembliste est une approche également très courante dans le domaine de la pré-
vision PV. Le but est de d’augmenter la précision et la robustesse du processus par rapport aux
données d’entrée en utilisant plusieurs fois le même modèle mais caractérisé ou entraîné différe-
ment. Les modèles ensemblistes sont considérés comme proches de l’apprentissage automatique
car ces derniers sont souvent employés comme « sous-modèles » dans l’approche ensembliste.
Cette méthode est particulièrment efficace car les données d’entrées pour la prévision PV étant
sujettes à une variabilité importante (voir section 1.1), on souhaite diminuer la variance et l’erreur
des résultats obtenus, ce que permet cette approche par rapport à l’utilisation d’un unique modèle
[21], [51].

Parmis les approches ensemblistes on peut citer :

• Le bagging : entraînement de multiples modèles en parralèle puis le résultat est fonction des
sorties de tous les modèles, souvent comme moyenne [52].

• Le boosting : entraînement de modèles de façon séquentielle [53].

• Le stacking : entraînement de multiples modèles de « premier niveau » puis leurs résultats
sont donnés comme entrée à un modèle de « second niveau » qui donnera la prévision finale
[54].

L’avantage principal de ces modèles est qu’il sont peu sujets au surapprentissage et très bons
pour modéliser des relations complexes. Cependant, ils requièrent des calculs importants et ne sont
pas facile à mettre en oeurve du fait de leur complexité.

1.4.4 Modèles hybrides

Les modèles hybrides permettent de profiter des avantages de différentes méthodes complé-
mentaires en les combinant dans une approche cohérente [55]. Il devient ainsi possible de tirer
profit à la fois d’un modèle physique et d’un modèle statistique : Akter et al. présentent de nom-
breusent combinaison possibles [56]. La combinaison de plusieurs méthodes permet une analyse
plus complète et fine des données, capturant ainsi la variété des relations pouvant exister entre les
paramètres. Cela permet souvent d’améliorer la prévision dans un contexte où deux modèle sépa-
rés donneraient des résultats peu satisfaisants. La combinaison des modèles est choisie en fonction
de l’application désirée, ce qui offre une grande versatilité à cette approche hybride. Cependant
elle est parfois compliquée à mettre en place, nécessitant de prendre en compte les liens entre les
modèles utilisés.

Ce sous-domaine de la prévision PV est encore récent mais montre des résultats très promet-
teurs. Son avantage est de pouvoir utiliser de nombreuses données d’entrées mais nécessite aussi
une coordination entre les modèles utilisése. Cela implique également un coût calculatoire élevé,
ce qui peut être rédihibitoire pour de la prévision court terme.
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1.4.5 Perspectives

Nous avons parcouru un grand nombre de techniques de prévisions PV en listant leur spéci-
ficités, avantages et défauts. Si de grands progrès ont ainsi été produits par la communauté ces
dernières années, il reste néanmoins des perspectives particulièrement prometteuses, notamment
dans les domaines suivants :

• Apprentissage profond (Deep Learning, DL) : cette technique de prévision, sous-catégorie
de l’apprentissage automatique, a la particularité est d’utiliser des réseaux de neurones à
plusieurs couches (réseaux profonds) pour analyser les données. Ces réseaux permettent de
modéliser des relations encore plus complexes entre les paramètres par rapport aux modèles
d’apprentissage automatique mentionnés section 1.4.2.e. Ainsi Zhong et al. ont développé
une approche pour la prévision long-terme [57] et Mellit et al. ont obtenus d’excellents
scores avec leur réseau de neurones profons par rapport aux méthodes « traditionnelles »
[58].

• Big data : la multiplication des systèmes d’acquisition permet de collecter de plus en plus
de données (voir section 1.2). Un des principal défi du domaine de la prévision est alors la
gestion et l’exploitation de ses données pour perfectionner les modèles. Il est avéré que l’uti-
lisation de données massives, combinées la plupart du temps à des méthodes d’apprentissage
automatique, permet d’améliorer la précison et la modélisation des incertitudes. Cependant
il n’est pas toujours possible ni facile de mettre en place ces méthodes et la littérature fait
état de ces défis concernant les big data [59].

• Modèles hybrides : nous avons évoqué leur principe précedemment (voir section 1.4.4) mais
ce domaine étant plutôt récent et offrant un très grand nombre de combinaisons possibles
entre modèles, il est donc encore vu comme un champ de recherche très actif et prometteur
par Li et al. notamment [60].

• Analyse de données en temps réel : cette approche consiste à traiter les données dès leur
obtention, sans ou avec peu de délai, permettant ainsi d’obtenir des informations complé-
mentaires sur le système considéré. En croisant cette nouvelle source d’information avec
celles dont ils disposent déjà, les prévisionnistes peuvent mettre à jour leurs prédictions et
ainsi prendre en compte les paramètres, améliorant ainsi la prévision [15].

Pour conclure cette revue des méthodes de prévision PV, nous pouvons affirmer que le do-
maine est très dynamique et que la diversité des approches, conjuguée à la qualité des travaux
des auteurs mentionnés, permettent d’améliorer continuellement la qualité des résultats pour les
nombreuses aplications possibles. Tous ces progrès facilitent donc la gestion de l’énergie solaire
et son intégration aux systèmes électriques. Nous avons qu’il restait encore des progrès à effectuer
notamment sur l’utilisation des données aquises à court terme.

1.5 Représentation de l’incertitude : la prévision probabiliste

1.5.1 Prévision déterministe, stochastique, quésaco

De façon générale, on retrouve deux types d’approches différentes dans le domaine de la prévi-
sion : les méthodes offrant un résultat déterministe et celles donnant un probabiliste. Comprendre
les différences entre ces deux types de prévisions est crucial pour les utiliser efficacement dans
diverses applications.

a) Résultat déterministe

Les prévisions déterministes fournissent une valeur spécifique pour un événement futur, comme
la production PV qui sera générée à un moment particulier de la journée (ex. : entre 11h et 12h,

22



1.5. Représentation de l’incertitude : la prévision probabiliste

la puissance moyenne produite sera de 250 kW). Ces prévisions produisent une seule valeur, re-
présentant le « meilleur pronostic » que l’on est capable de fournir, sans indiquer son degré de
certitude. On choisit le plus souvent une estimation de la moyenne ou la médiane de la variable
aléatoire considérée. Ces prévisions sont plus simples et plus faciles à comprendre et à commu-
niquer, car elles fournissent une prévision claire et sans ambiguïté. Les prévisions déterministes
sont couramment utilisées dans un contexte où les décisions peuvent être basées sur un résultat
unique, comme la planification de la maintenance, mais elle est aussi utilisée pour la planifica-
tion quotidienne des opérations du réseau [61]. Les prévisions déterministes sont plus adaptées à
des applications simples, où l’on néglige l’aspect stochastique de la prévision, permettant de se
détacher de la complexité supplémentaire des distributions de probabilité.

b) Résultat probabiliste

Les prévisions probabilistes, en revanche, fournissent une gamme de résultats possibles associé
à une mesure de probabilité pour les différentes issues envisagées. Ces prévisions prennent en
compte l’incertitude inhérente à la prédiction d’événements futurs. Au lieu d’une seule valeur,
les prévisions probabilistes peuvent présenter les prédictions sous la forme de distributions de
probabilité, de quantiles ou de scénarios avec des probabilités associées.

Elles offrent une représentation de la variabilité potentielle et donc du risque, ce qui est particu-
lièrement précieux dans les processus de prise de décision où l’incertitude joue un rôle important.
Les prévisions probabilistes sont essentielles pour la gestion de risque, comme dans le commerce
de l’énergie, où la compréhension du procédé stochastique influence les stratégies d’achat et de
vente, pour ainsi éviter certains scénarios catastrophes [62]. Elles sont cruciales dans l’analyse de
contingence, où l’on se prépare à faire face à différentes situations relativement à leur niveaux de
risque [60]. Les prévisions probabilistes sont généralement plus complexes à obtenir et à inter-
préter, nécessitant des méthodes statistiques sophistiquées et une compréhension plus profonde du
risque par les opérateurs et gestionnaires d’installations énergétiques.

Les prévisions déterministes impliquent un niveau de certitude en prévoyant un résultat spéci-
fique, tandis que les prévisions probabilistes fournissent un spectre de résultats possibles, incluant
l’incertitude. Les deux jouent des rôles importants dans la prévision PV et la gestion de l’énergie.
Dans le contexte opérationnel, le choix entre l’utilisation d’une prévision déterministe ou proba-
biliste dépend des exigences spécifiques de l’application, de la nature des décisions à prendre et
du niveau d’incertitude qui doit être géré.

1.5.2 Différentes approches de représenter l’incertitude

Pour les systèmes nécessitant anticipation et prise de décisions importantes, dont font partie
les réseaux électrique et les installations PV, la prévision et son incertitude sont clés. Ainsi une
représentation adaptée à la situation et fidèle à la réalité est cruciale. C’est pourquoi, nous allons
en étudier les différentes possibilités dans la section suivante en discutant des différentes façons
de représenter l’incertitude d’une prévision PV (présentées figure 1.5).

a) Distribution de probabilité

Comme évoqué plus tôt, la valeur de la prévsion PV est une variable aléatoire que l’on souhaite
étudier et modéliser (voir section 1.3.3). Or la meilleure façon de caractériser une variable aléatoire
est de connaitre sa distribution de probabilité, cette dernière étant communément représentée par
sa densité de probabilité (DdP) ou par sa fonction de répartition (FdR). On peut obtenir une dis-
tribution grâce à une approche paramétrique ou en l’estimant à partir d’autres méthodes comme
l’estimation par noyau [32] ou par réseaux de densité de mélange gaussien (Gaussian Mixture
Density Networks, GMDN) [63]. On peut également citer la méthode des cumulants qui permet
d’approximer une densité en estimant ses moments [64]. Il existe une grande variété d’approches
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FIGURE 1.5 – Illustration des différentes représentations de l’incertitude de prévision

pour estimer la distribution de variables aléatoires dans les systèmes d’énergie comme l’on montré
Aien et al. dans leur revue de littérature [65]

Si avoir à disposition la distribution de probabilité permet en théorie de prendre des décision
avec la meilleure connaissance possible du futur, il n’est pas toujours possible de le faire car cela
demande une quantité importante de données et d’autres représentations moins complètes sont
souvent suffisantes.

b) Les quantiles

Les quantiles sont une représentation de l’incertitude de prévision PV particulièrement em-
ployé dans le domaine [15]. Ils permettent d’estimer des points de la fonction de répartition de la
production PV. En effet un quantile, associé à son niveau, représente un productible attendu avec la
probabilité de l’atteindre. La plupart du temps on cherche à obtenir une liste de quantiles et de leurs
niveaux, formant une estimation discrète de l’espace des valeurs possibles de la variable prédite.
Plus on a de quantiles et plus leur niveaux sont répartis sur l’espace des probabilités, meilleure
sera la représentation de l’incertitude, ce choix dépendant du contexte où la prévision est utilisée.

Il existe de nombreuses méthodes pour obtenir ces quantile, allant de la régression quantile
[66] aux réseaux de neurones [67]. Cette représentation est particulièrement adaptable car le choix
des niveaux permet de modéliser différentes situations de risques. Cependant les quantiles ne
permettent pas de modéliser des corrélations spatiales ou temporelles.

c) Les intervales de confiance

Cette section présente une autre prévision probabiliste permettant de quantifier l’incertitude
inhérente à cette dernière. Ainsi, il est possible d’obtenir à partir de multiples méthodes des inter-
vales de confiance de la production PV future : méthodes ensemblistes, d’apprentissage automa-
tique ou hybrides [68]-[70]. Cette notion d’intervale de confiance, issue de théorie des probabilités
et des statistiques, permet de donner un intervalle avec un niveau de confiance associé, représen-
tant la probabilité de trouver la valeur concernée par la prévision dans cet intervale, elle est donc
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également lié à la fonction de répartition de la variable. On peut ainsi choisir le niveau de confiance
en fonction de son positionnement face au risque. La plupart du temps les intervalles sont sur en
une dimension (concernant une variable) mais il est également possible d’en produire à plusieurs
dimensions considérant alors un cas multivarié et traitant donc les dépendances possibles, sous la
forme de de polyhèdres (hypercubes par exemple) ou d’ellipsoïdes [71]-[73].

L’avantage de cette représentation est qu’elle est simple et claire à appréhender. Cependant, la
précision des intervalles de confiance dépend fortement de la qualité et de la quantité des données
à disposition : leur mauvaise qualité peuvent conduire à des intervalles trompeurs.

d) La génération de scénarios

Dans de nombreux domaines, la génération de scénarios, et en particulier la simulation de
Monte-Carlo est une approche très populaire pour modéliser une ou plusieurs variables aléatoires
[74]. Le principe est de générer aléatoirement des scénarios représentant les futurs possibles pour
la ou les variables étudiées. Dans le cas de la prévision PV, l’objectif est de produire, l’horizon
temporel considéré, un très grand nombre de trajectoires temporelles envisageables de la produc-
tion PV. Cette technique est précieuse pour la prévision PV probabiliste car elle permet d’explorer
une large gamme de futurs possibles, en intégrant la variabilité et les incertitudes inhérentes aux
conditions météorologiques et autres paramètres clés [65].

Méthode de génération

Pour générer des scénario il est nécessaire d’avoir accès à la distribution, ou du moins à une es-
timation (voir section 1.5.2.a), de la variable dont on veut caractériser l’incertitude. De nombreuses
variations de méthodes de tirage de scénario existent, on peut notamment citer le Monte-Carlo sé-
quentiel, qui permet de modèliser des dépendances temporelles, en effectuant des tirage successifs
dépendant des valeurs déjà tirées [75]. On peut également évoquer les méthodes de tirage stra-
tifiées : elles permettent de peupler différemment l’espace des valeurs possibles, en biaisant le
tirage, c’est notamment intéressant pour obtenir des valeurs extrêmes, pas bien représentées du
fait de leur probabilité faible. Parmis elles on compte l’échantillonage par hypercube latin et la
méthode de Taguchi [75], [76].

Prise en compte de la corrélation

Dans les réseaux énergétique, il est très courant d’observer des corrélation spatio-temporelles :
entre la production d’une installation PV à différents instants rapprochés, ou entre centrales espa-
cées de quelques kilomètres par exemple. De plus, on observe également des corrélations entre
certaines variables comme la consommation électrique et l’ensoillement. Leur prise en compte
dans les scénarios est donc prise très au sérieux dans la communauté scientifique [77].

Ma et al. et Pinson et al. utilisent une matrice de covariance dans le processus de génération,
considérant la dépendance avec une fonction gausienne multivariée [78], [79]. Van de Meer et
al. vont plus loin en utilisant la notion de copule pour modéliser cette dépendance [80]. On peut
également évoquer les travaux de Cui et al. qui utilisent un modèle de mélange de gaussiennes
généralisées (Generalized Gaussian Mixture Model, GGMM), associé à un réseaux de neuronnes
pour modéliser la dépendace entre les erreurs de prévision d’énergie éolienne [81] ou encore ceux
de Lee et Baldick qui utilisent le modèle de facteur dynamique généralisé (Generalized Dynamic
Factor Model, GDFM) [82].
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Réduction de scénario

Nous avons vu ci-dessus qu’il était possible d’obtenir un grand nombre de scénarios pour
représenter l’incertitude lié à la prévision PV. Or les applications qui utilisent ces scénarios ne
peuvent pas toujours prendre en compte autant de données d’entrée. C’est pourquoi de nombreuses
techniques de réductions de scénarios, dont le principe général est illustré figure 1.6, ont été mise
en place et peuvent être divisées en différentes catégories :

• Basées sur une distance : une métrique est définie pour quantifier la distance entre les scé-
narios de l’ensemble, ensuite différentes approches (algorithmes heuristiques ou modèles
d’optimisation) existent pour arbitrer et sélectionner les scénarios à supprimer et ceux à
garder tout en calculant leurs probabilités [83], [84].

• Construction d’arbre : ces méthodes consistent à construire un arbre de décision avec des
nuds et des branches représentant les différents états et évolutions possibles du système. On
réduit alors le nombre de scénarios en élaguant les branches les moins probables ou les plus
similaires à fur et à mesure en partant du premier nud [85].

• Méthodes de partionnement (ou clustering) : cette approche permet, à partir d’un algorithme,
de regrouper les scénarios similaires en groupes, puis à sélectionner des scénarios repré-
sentatifs pour chaque groupe en fonction d’une mesure définie. Cela permet de réduire le
nombre de scénarios à considérer tout en préservant leur diversité et donc la repésentation
de l’incertitude. On peut citer la méthodes des K-moyennes ou celle des K-médoïdes [86].

• Intégrée au problème d’optimisation : certains modèles d’optimisation utilisés pour la pla-
nification ou l’exploitation du système électrique intègrent la réduction de scénarios. Ainsi
le processus de réduction est formulé comme faisant partie du problème, l’ensemble de scé-
narios est raffiné en utilisant souvent un processus itératif [87]. Cela permet de sélectionner
les scénarios les plus pertinents pour la prise de décision tout en réduisant la complexité de
calcul.

Les techniques de réduction de scénarios sont cruciales pour faciliter la prise de décision en
réduisant astucieusement le nombre de scénarios à considérer. Les différentes méthodes ont leurs
propres avantages et limites, et doivent être choisies en fonction des besoins spécifiques de gestion
de l’incertitude.

(a) Ensemble de scénarios initial (b) Procesus de réduction (c) Ensemble de scénarios réduit

FIGURE 1.6 – Illustration du principe de réduction de scénarios

La génération de scénarios de prévision pour les systèmes PV est essentielle pour faciliter
l’intégration de l’énergie solaire dans les réseaux énergétiques. Les avancées technologiques, en
particulier dans les domaines de l’apprentissage automatique mais plus largement dans le traite-
ment des données, continuent d’améliorer les capacités de génération de scénarios, en faisant ainsi
profiter les applications.
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e) Autres méthodes

Les quatres représentations citées précedemment ne sont pas les seules étudiées dans la littéra-
ture. On peut évoquer les travaux de Chatterjee et al. qui ont utilisé les principes de la logique floue
pour représenter l’incertitude de la prévision [88]. Cette approche, étendant la logique booléenne
en utilisant des Z-nombres, permet d’estimer un degré d’incertitude mais reste complexe à im-
plémenter. On peut également citer Soroudi et al., qui ont travaillé sur une notion appelée théorie
de décision avec manque d’information (Info-Gap Decision Theory, IGDT) [89]. Cette approche
est capable de considérer des intervalles dont les bornes sont variables et incertains. Il est alors
possible d’étudier différents cas en fonction de son aversion au risque. Le principal défaut de cette
méthode est sont conservatisme.

De nombreuses représentations de l’incertitude de la prévision sont donc utilisées dans la
littérature, chacune avec ces avantages et ses limites. Nous verrons dans le chapitre suivant que
suivant l’application voulue chacune peut s’avérer précisieuse en vue des nombreux aspects de la
gestion d’un réseau impliquant une source d’énergie intermitente comme le PV.

1.6 Évaluation de la prévision

Nous avons déjà évoqué l’importance de la précision de la prévision du fait de sa criticité
pour la gestion du système électrique, il apparaît donc naturel de détailler les différentes méthodes
d’évaluation possible. Pour cela, cette section détaillera les indicateurs les plus couramment uti-
lisés dans la littérature. Nous diviserons cette revue d’ensemble en deux parties : les indicateurs
pour prévision déterministe et ceux pour la probabiliste.

1.6.1 Indicateurs pour prévision déterministe

Dans le cas des prévisions déterministe, l’erreur de prévision (ou résidu) Et pour instant t est
la différence entre la valeur mesurée que l’on cherche à estimer Yt et la valeur de sa prévision Ŷt .
[90]

Et = Yt − Ŷt (1.1)

Une bonne prévision doit avoir des résidus à la fois de :

• Valeur moyenne nulle,

• Valeurs non corrélées,

• Distribution symétrique [91].

Il existe différentes catégories d’indicateurs statistiques permettant de jauger la précision d’une
prévision [91]. En premier lieu, on détaillera les erreurs dépendant de l’échelle : l’ampleur de
l’erreur va dépendre de l’ordre de grandeur des données. Il faut donc prendre des précautions
lorsque l’on veut comparer des prévisions issues de différents jeux de données en utilisant ces
indicateurs.

Pour les indicateurs présentés, N représente la taille de l’échantillon utilisé pour le calcul.

a) Erreurs dépendant de l’échelle

• Erreur moyenne (ou Mean Bias Error, MBE) : MBE = ∑
N
i=1 Ei
N

• Erreur de variance (ou Standard Deviation Error, SDE) : SDE =
√

1
N ∑

N
i=1(Ei −MBE)2

• Erreur absolue moyenne (ou Mean Absolute Error, MAE) : MAE = ∑
N
i=1 |Ei|

N
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• Maximum de l’erreur absolue : MaxAE = maxN
i=1 |Ei|

• Racine de l’erreur quadratique moyenne (ou Root Mean Square Error, RMSE) :

RMSE =

√
∑

N
i=1 E2

i
N

b) Erreurs sans échelle

Les indicateurs d’erreurs sans échelles permettent, eux, de comparer les prévisions entre elles
lorsqu’elles ne sont pas issues des mêmes données.

• Erreur normalisée (ou nE) : nE = Et
max(Yt)

Tous les indicateurs de la section 1.6.1.a précédente peuvent être repris en utilisant l’erreur
normalisée nE.

• Moyenne du pourcentage absolu d’erreur (ou Mean Absolute Percentage Error, MAPE) :

MAPE = 100× ∑
N
i=1 |

Ei
Yi
|

N

• Médiane du pourcentage absolu d’erreur (ou Median Absolute Percentage Error, MdAPE) :
MdPAE = médiane

(
|100× Ei

Yi
|
)

• Déviation du pourcentage moyen absolu (ou MAPD) : MAPD = ∑
N
i=1 |Ei|

∑
N
i=1 |Yi|

L’erreur en pourcentage (Pi = 100× Ei
Yi

) a l’avantage d’être indépendante de l’échelle. Ces
déclinaisons sont donc souvent utilisées pour comparer les performances des prévisions entre dif-
férentes séries. Cependant ces indicateurs basés sur les erreurs en pourcentage ont l’inconvénient
d’être infinis ou indéfinis s’il y a des valeurs nulles ou proches de zéro dans une série.

Il est également courant de mesurer la corrélation entre observations et prévisions, permettant
de juger le degré de correspondance de leurs variations conjointes.

• Coefficient de corrélation : ρ = Cov(Et ,Yt)
2

Var(Et)×Var(Yt)

c) Autres types d’erreurs

On peut mesurer l’asymétrie de la distribution de probabilité et cela correspond au troisième
moment normalisé. Une asymétrie positive des erreurs de prévision conduit à une queue de distri-
bution surestimée et inversement pour une asymétrie négative.

• Asymétrie (ou Skewness) :

Skewness = N
(N−1)(N−2) ∑

N
i=1

(
nE−nE

σ̂

)3

L’aplatissement est une mesure de la taille du pic de la distribution des erreurs de prévision,
ou inversement de la largeur de la distribution, et constitue le quatrième moment normalisé. La
différence entre l’aplatissement d’une distribution d’échantillon et celui de la distribution normale
est connue sous le nom d’aplatissement excédentaire (ou kurtosis). Une distribution avec une
valeur de kurtosis positive indique une distribution avec un pic étroit ; tandis qu’un kurtosis négatif
indique une distribution de données large ou plate. Le pic prononcé indique un grand nombre de
très petites erreurs de prévision, ce qui témoigne d’une meilleure performance.
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• Aplatissement exédentaire (ou excess Kurtosis) :

Kurtosis =
{

N(N+1)
(N−1)(N−2)(N−3) ∑

N
i=2

(
nE−nE

σ̂

)4
}
− 3(N−1)2

(N−2)(N−3)

L’asymétrie et l’aplatissement sont des indicateurs complémentaires à la MAE et RMSE et ne
peuvent pas être analysés indépendemment [90].

1.6.2 Indicateurs pour prévision probabiliste

Il n’est pas possible d’utiliser les mêmes indicateurs que ceux définis dans la section ci-dessus
pour les prévisions probabiliste. Ces dernières contenant plus d’informations qu’une simple valeur,
il a donc été nécessaire de développer des moyens de mesurer leurs performances par rapport aux
observations [21].

a) Indicateurs statistiques

Vérification des distributions

La vérification des distributions consiste à effectuer la correspondance entre les probabilités
prévues et les fréquances observées. Il est possible de le faire à partir d’histogrammes de rang
qui réprésentent la distribution de la fréquence à laquelle les observations se placent par rapport
à la distribution attendue de la variable (distribution des valuers de scénarios par exemple). Un
histogramme de rang plat est une condition nécessaire pour valider les prévisions probabilistes.
Cette vérification peut être effectuée pour chaque intervalle de l’horizon de prévision considéré,
ou pour tous en même temps [92].

Il est aussi possible d’évaluer les distributions marginales prédictives grâce au « Continuous
Rank Probability Score » (CRPS), qui peut être traduit par score de probabilité de rang continu. Le
CRPS est une métrique couramment utilisée pour évaluer les prévisions probabilistes. Il mesure la
dissemblance entre la fonction de répartition des prévisions et celle des observations pour chaque
intervalle considéré. Le CRPS est défini comme l’intégrale de la différence absolue entre ces deux
fonctions de répartion, sur tous les niveaux de probabilité. Il est exprimé dans les mêmes unités que
les données et prend des valeurs comprises entre 0 et l’infini, 0 étant la valeur parfaite. Le CRPS
pour l’horizon t+k, avec F̂t+k|t la fonction de répartition estimée à l’instant t de l’observation yt+k,
est calculé comme ceci :

CRPSk =
1
T

T

∑
t=1

(∫ 1

0

(
F̂t+k|t(y)−1(y− yt+k)

)2 dy
)

(1.2)

où 1(y− yt+k) est la fonction de répartition de l’observation t + k, et T , le nombre d’horizons
de prévision considérés (par exemple 365 pour une année).

Le CRPS est une métrique qui prend en compte à la fois la précision et la dispersion des
prévisions. Elle est également sensible aux erreurs systématiques et permet aussi de comparer
des prévisions probabilistes avec des prévisions déterministes. Plus le CRPS est faible, plus les
prévisions sont précises.

Score d’énergie

Le score d’énergie (ou Energy Score, ES) est une généralisation du CRPS : il permet de me-
surer la précision des prévisions sur plusieurs horizons de prévision simultanément [77].

La formule du score d’énergie ESt pour une prévision effectuée à l’instant t est donnée par :

ESt =
1
N

N

∑
n=1

∥∥∥yt − ŷ(n)t

∥∥∥2
− 1

2N2

N

∑
i=1

N

∑
j=1

∥∥∥ŷ(i)t − ŷ( j)
t

∥∥∥2
(1.3)
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où N est le nombre de scénarios, yt , la série temporelle observée à partir de l’instant t, ŷ(n)t les
valeurs des scénarios, et ‖ ·‖2 la norme euclidienne.

Comme pour le CRPS, la valeur du score d’énergie pour un instant t est moyennée sur le
nombre d’horizons de prévision considéré pour obtenir un score global : ES = ∑

T
t=1 ESt , on pourra

aussi étudier la variance de ESt .
Cet indicateur possède une bonne capacité de discrimination pour évaluer les prévisions dont

les marginales ont une variance correcte mais des moyennes biaisées. Cependant, il est insensible
à une mauvaise spécification des structures de dépendance [93]. L’ES fourni une valeur unique
négative pour un ensemble de scénario, plus le score sera faible, meilleure sera la prévision.

Score de variogramme

Pour palier aux défauts de l’indicateur susmentionné, Scheuerer et al. ont mis au point un indi-
cateur permettant d’évaluer des prévisions multivariées (trajectoires temporelles) en se basant sur
le concept de variogramme. Le score de variogramme (ou Variogram-based score, VS) étudie à la
fois la moyenne, la variance et la corrélation. Ainsi pour une prévision de dimension d, concernant
une variable aléatoire multivariée Ŷt de fonction de répartition F̂t , l’indicateur V St d’ordre α est
défini ainsi :

V St =
d

∑
i, j=1

wi j
(
|yt,i − yt, j|α −EF |Ŷt,i − Ŷt, j|α

)
(1.4)

où Ŷt,i et Ŷt,i sont les élément i et j de la variable aléatoire multivariée Ŷt . Le variogramme EF

de la prévision est estimé ainsi :

EF |Ŷt,i − Ŷt, j|α ≈ 1
N

N

∑
n=1

|ŷ(n)t,i − ŷ(n)t, j |
α , ∀i, j = 1,2, . . . ,d. (1.5)

On obtient finalement l’indicateur global en sommant l’indicateur V St pour les T horizons
temporels de prévision étudiés :

V S =
1
T

T

∑
t=1

V St (1.6)

b) Indicateurs de forme

Les approches de vérification des prévisions de la scetion ci-dessus permettent de juger sta-
tistiquement différents ensembles de trajectoires, mais elles ne fournissent pas d’informations sur
leur capacité à imiter certaines caractéristiques des variables aléatoires étudiées. Pour cela, plu-
sieurs approches basées sur l’étude de la forme et des variations de la prévision ont été mise en
place.

Score évènementiel

Golestaneh et al. ont décrit une méthode permettant de vérifier la probabilité que les prévisions
vérifient certains évènements observés dans les série temporelles réalisées [93].

Les événements sont définis par le dépassement ou non d’un seuil par une variable continue,
par exemple « la production photovoltaïque est supérieure à 200 kW ». Pour chaque valeur de
scéanrio comparée aux observations on obtient donc un résultats binaire (0,1), en fonction de la
réalisation ou non de l’événement. La probabilité de réalisation sur l’ensemble de scénario est elle
comprise entre [0,1].
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Des fonctionnelles peuvent être définies pour décrire des types d’évènement différents. Celle
ci dessus permet pour une trajectoire zt de vérifier si ses valeurs yt+i (étant la ième valeur de zt),
dépassent un certain seuil ξ pour une période de h intervalles de temps autour de l’instant k :

g(zt ,k,h,ξ ) =
i=k+h/2

∏
i=k−h/2

1{yt+i ≥ ξ} (1.7)

Ici 1{•} retourne 1 si la condition est respectée et 0 sinon.
On peut aussi définir une autre fonctionelle qui permet de repérer des valeur de gradients ξ

pour une période de h intervalles de temps autour de l’instant k :

g(zt ,k,h,ξ ) = 1{(max
i

yt+i −min
i

yt+i)≥ ξ} (1.8)

avec i ∈ {k−h/2, . . . ,k+h/2}
Finalement on calcule la probalité d’un évènement défini par g( · ,θ) avec θ = (k,h,ξ ), les pa-

ramètres de l’évènement, en sommant les résultats des fonctionnelles ci-dessus de chaque scénario
zn

t de l’ensemble zN
t :

Pt
[
zN

t ,g( · ,θ)
]
=

1
N

N

∑
n=1

g(zn
t ,θ) (1.9)

Score de Brier

Le score de Brier (BS) permet d’aller plus loin dans l’analyse évenementielle en étudiant la
déviation quadratique entre la prévision de probabilité d’un événement, définie par l’équation 1.9
ci-dessus, et son occurence observée. Le BS est calculé selon l’équation 1.10 ci-dessous, pour
un évènement g( · ,θ), des ensembles de scénarios zN

T et des observations yt correspondant à T
horizons temporels de prévision.

BS =
1
T

T

∑
t=1

(
Pt
[
zN

t ,g( · ,θ)
]
−g(yt ,θ)

)2
(1.10)

Plus l’indicateur BS sera petit, meilleure sera la performance de la prévision pour représenter
l’évènement considéré.

Evaluation d’intervalles

Quan et al. ont mis au point une méthode pour évaluer un autre type de prévision probabiliste :
les intervalles de confiance. Pour cela il ont définis deux indicateurs permettant de comparer la
prévision aux observations [94]. Cette méthode permet aussi d’analyser une liste de quantiles, ces
derniers étant liés aux intervalles de confiance (voir section 1.5.2.b).

L’acuité et la fiabilité des intervalles peuvent être exprimées quantitativement à l’aide de la
largeur moyenne normalisée de l’intervalle de prévision (PINAW) combinée à la probabilité de
couverture de l’intervalle de prévision (PICP). Alors que la première est une propriété de la prévi-
sion seule, la deuxième quantifie la probabilité que l’intervalle de prévision couvre les observations
avec un niveau de couverture défini µ . Le niveau de couverture µ est un paramètre important dans
les processus de prise de décision.

PINAW =
1

T R

T

∑
t=1

(Ut −Lt) (1.11)

avec Lt et Ut respectivement les bornes inférieure et supérieure de l’intervalle de confiance, T ,
le nombre d’horizons étudiés et R un facteur de normalisation.
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PICP =
1
T

T

∑
t=1

εt (1.12)

avec εt = 1{yt ∈ [Lt ,Ut ]}

Cette section nous a permis de décrire le cadre dans lequel la performance des prévisions, aussi
bien déterministe que probabilite, peut être mesurée.

1.7 Conclusions

A travers cette revue de littérature concernant la prévision PV, nous avons pu d’abord appré-
hender l’origine de son incertitude, due à la nature stochastique des conditions météorologiques
dont elle dépend. Par la suite, les différentes approches et méthodes permettant d’obtenir des
prévisions ont été décrites, en soulignant leur grande diversité et l’activité de la recherche dans ce
domaine. Ainsi, les nombreuses applications possibles de l’utilisation d’une prévision PV trouvent
une méthode de prévision adaptée. Ce chapitre a également permis d’illustrer que la représenta-
tion de l’incertitude était aussi variée que cruciale pour les installations PV. Finalement nous avons
discuté des méthodes pour évaluer ces prévisions, étape de validation indispensable du procédé de
statistique de taritement de données.

Nos travaux se positioneront à la fois sur les méthodes de prévision avec notamment la pro-
duction de quantiles. Nous explorons aussi les différentes représentations des distributions de pré-
vision PV avec notamment la prise en compte et la caractérisation de corrélations temporelles
pour une centrale donnée, permise par l’utilisation d’un modèle générique de dépendance. Notre
approche nous permettra de générer un ensemble réduit de scénario à partir de nombreuses infor-
mations statistiques mais aussi de tirer profit de données observées en effectuant de l’assimilation
de données pour améliorer notre connaissance du futur.

Dans le chapitre suivant, nous ferons le lien entre ces prévisions et leur utilisation dans la
gestion de micro-réseau. En effet, utilisées comme données d’entrée, leur variété et leur qualité
permet de faire face à l’aléa de la production PV pour de nombreuses applications.
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2
Gestion de micro-réseau sous incertitude

Ce chapitre décrit le cadre scientifique dans lequel nos travaux pour
la gestion de micro-réseau sous incertitude s’incrivent. Il présente
les différentes approches par rapport à l’incertitude considérée et les
applications correspondantes dans les multiples aspects de l’opéra-
tion optimale d’un micro-réseau.
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Chapitre 2. Gestion de micro-réseau sous incertitude

2.1 L’optimisation appliquée au problème de la gestion de micro-
réseau

La gestion d’un micro-réseau nécessite de l’anticipation pour plusieurs problématiques à diffé-
rents niveaux temporels. Ces problèmes impliquent des prendre des décisions pour le futur tout en
ayant une connaissance imparfaite, par exemple une prise de position sur un marché, le démarrage
d’un groupe thermique ou encore la gestion d’un stock d’énergie. Ces choix sont faits en fonction
d’hypothèses, notamment de prix de l’énergie ou de prévisions de production, et d’un objectif, qui
peut être économique, environnemental ou concerner la satisfaction des usagers. On souhaite ainsi
déterminer les choix à faire pour la gestion du micro-réseau en fonction de notre objectif tout en
tenant en compte nos hypothèses et des paramètres du système étudié (ses entités, composants et
leurs intercations possibles).

2.1.1 Le principe de l’optimisation

L’approche la plus courante dans la littérature pour résoudre ses problèmes dans les micro-
réseaux, est d’utiliser l’optimisation mathématique [95]. Cette approche permet de modéliser le
problème sous la forme présentée ci-dessous :

minx∈R f (x)

s.c. g(x)> 0

h(x) = 0

(2.1)

Ainsi on cherche à minimiser (ou maximiser) une fonction f dite objectif en choisissant la
valeur optimale de certaines variables de décisions x. Cependant, ces variables de décisions, cor-
respondant aux différents choix possibles pour opérer le micro-réseau, ne sont pas complètement
libres : elles sont contraintes par les fonctions g et h (s.c. : sous contraintes), qui permettent de
les modéliser sous la forme d’inéquations et d’équations. L’ensemble des variables respectant ces
contraintes sont appelées solutions « admissibles » ou « réalisables ».

Ces différentes contraintes peuvent concerner les limites de production des entités du système,
les capacités de stockage limitées ou encore des contraintes opérationnelles. Par exemple, la puis-
sance maximum soutirable depuis le réseau peut être une variable de décision contrainte par le
contrat signé avec le fournisseur et/ou l’équipement du réseau, (PRÉSEAU 6 PRÉSEAU

Max ).
Une fois formalisé par un modeleur pour qu’il soit compréhensible par les algorithmes d’un

solveur, ce dernier se charge « résoudre » le problème, c’est à dire trouver les valeurs des variables
de décisions qui minimisent la fonction objectif tout en respectant les contraintes. Différents algo-
rithmes peuvent être utilisés pour obtenir la solution optimale du problème, leur choix dépend de
sa nature [96].

2.1.2 Méthodes d’optimisation

L’optimisation mathématique est utilisée dans de nombreux domaines [97] et il existe un panel
d’approches permettant de traiter des problèmes spécifiques en fonction de leurs particularités :

• La programmation linéaire (Linear Programming, LP) : dans ce type de modèle il est uni-
quement possible de combiner linéairement des variables continues. C’est assez restrictif
pour la modélisation mais donne des problèmes très simples à résoudre grâce au fait que
l’ensemble des solutions admissible soit convexe [98].

• La programmation linéaire en nombres entiers (Mixed Integer Linear Programming, MILP) :
dans ce type de problème, les variables de décision peuvent prendre des valeurs entières ou
continues. Cette méthode est utilisée pour résoudre des problèmes où certaines variables
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doivent être exprimées en nombres entiers, comme l’affectation de ressources ou la planifi-
cation et est donc très populaire dans la gestion des micro-réseau [99]. Ce type de problème
permet également de linéariser des modèles complexes et permet d’utiliser des solveurs
globaux.

• La programmation dynamique (Dynamic Programming, DP) : permet de résoudre des pro-
blèmes en décomposant ceux-ci en sous-problèmes plus simples tout en mémorisant les
résultats intermédiaires. Cette technique est particulièrement efficace pour les problèmes
d’optimisation où les décisions prises à un moment donné dépendent des solutions des sous-
problèmes antérieurs [100].

• La programmation non-linéaire (Non-Linear Programming, NLP) : dans ce type de modèle
les relations entre variables provoquent des non-linéarités entraînant des difficultés de réso-
lution pour le solveur et souvent l’obtention d’optimum locaux, mais peut s’avérer précieux
dans la modélisation de réseaux électriques, notamment pour le problème de flux de puis-
sance [101].

• La programmation probabiliste : permet d’intégrer l’incertitude dans les problèmes en consi-
dérant certains paramètres ou contraintes comme aléatoires. Cette approche permet d’obte-
nir des solutions prenant en compte des aléas, ce qui est crucial pour la planification et la
prise de décision dans des environnements incertains.

Ces approches ne sont ni exhaustives (voir figure ), ni cloisonnées, il est possible, et même
courant de combiner ces approches comme le montrent Qiu et al. dans leurs travaux en utilisant à la
fois la programmation linéaire en nombres entiers (PLNE) et plusieurs modèles de programmation
probabiliste [102].

2.1.3 Autres approches

Il n’y a pas non plus que l’optimisation mathématique qui est capable de traiter de tels pro-
blèmes d’optimisation pour la gestion de micro-réseaux. On peut ainsi citer les approches basées
sur l’intelligence artificielle et les réseaux de neurones notamment, qui amènent leur habileté à
modéliser des systèmes complexes, particulièrement adaptée à certaines situations pour la gestion
de réseaux électriques [103], [104].

Certains auteurs utilisent des méthodes heuristiques et méta-heuristiques pour les problèmes
de prise de décision dans les micro-réseaux : on peut notamment citer les algorithmes génétiques
avec les travaux de Chen et al. [105]. Les algorithmes évolutionnaires sont également très étudiés
avec les techniques d’optimisation par essaim (Swarm Optimization) et celles par colonie de four-
mis (Ant Colony Optimization) [106], [107]. Ces algorithmes ont pour avantage de fournir des
solutions très rapidement mais ne garantissent pas leur optimalité [96].

On peut aussi évoquer la commande prédictive (Model Predictive Control, MPC) : cette branche
de l’automatique permet d’anticiper le comportement futur d’un système et ainsi optimiser son
contrôle en conséquence. On résout de manière séquentielle un problème d’optimisation sur un ho-
rizon temporel glissant, ajustant les actions de commande au fur et à mesure que les informations
sont révélées (optimisation en ligne). Elle est couramment utilisée pour résoudre des problèmes
dans l’opération de micro-réseaux à court terme [108].

Nous avons introduit la grande variété de méthodes analytiques disponibles et performantes
pour la gestion des micro-réseaux, elles sont résumées figure 2.1. Dans la majorité des cas, les
décisions doivent se prendre en présence d’incertitudes [109], et en particulier lorsque des sources
d’énergie intermittentes, sujettes aux aléas comme le PV, occupent une place importante (voir cha-
pitre 1). C’est pourquoi la section suivante détaillera les approches probabilistes, particulièrement
adaptées à la prise de décision sous incertitude [110].
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FIGURE 2.1 – Résumé des différentes méthodes d’optimisation employées dans la gestion des
micro-réseaux

2.2 Optimisation probabiliste

Nous avons vu précedemment que l’optimisation probabiliste intégrait les incertitudes dans
leur modèle, permettant ainsi de prendre en compte le risque potentiel dans le processus de prise
de décision. En fonction de l’exposition au risque voulue ou acceptée par le décisionnaire, il existe
donc différentes approches au sein de l’optimisation probabiliste :

• Optimisation stochastique : pour une exposition neutre au risque.

• Optimisation robuste : pour une posture conservatrice face au risque.

• Optimisation avec contraintes probabilistes : cette approche permet d’adpater le degré d’ex-
position au risque.

Ces trois approches trouvent chacune leurs applications dans la gestion des micro-réseau. Quel
que soit le type d’optimisation sélectionné, on peut définir une méthodologie commune pour l’op-
timisation probabiliste.

1. Définition de l’incertitude : il est crucial de définir le modèle que l’on souhaite utiliser pour
caractériser l’incertitude ou appréhender celui qui est disponible.

2. Modélisation du problème : Un modèle d’optimisation est formulé spécifiquement pour
l’approche retenue et le modèle des incertitudes.

3. Résolution et interprétation : Une fois les résultats obtenus via le solveur, il est indispensable
d’analyser les résultats obtenus au regard de l’incertitude que l’on a modélisé.

2.2.1 Optimisation stochastique

L’approche stochastique permet de modéliser l’incertitude avec une position neutre face au
risque dans la prise de décision, nous allons dérire ses spécificités dans cette section. Le modèle
standard est décrit dans l’équation 2.2 ci-dessous.

min
x∈R

E
ω
[ f (x,ω)]

s.c. g(x,ω)≥ 0

h(x,ω) = 0

∀ω ∈ Ω

(2.2)
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Avec Ω représentant, l’espace de probabilités des paramètres stochastiques ω . Le modèle sto-
chastique considère donc l’ensemble des possibles pour le problème étudié, et l’espérance de la
fonction objectif est minimisée (ou maximisée) au regard des probabilités définies [111]. Dans les
problèmes stochastiques l’espace des probabilités est discrétisé grâce à un ensemble de scénario :
Ω = {ωn : n = 1, · · · ,N}. Permettant ainsi d’exprimer l’espérance de la fonction objectif grâce à
l’approximation par moyenne d’échantillon [112] : E [ f (x,ω)] = ∑

N
n=1 = P [ωn] f (x,ωn).

Si l’on considère l’incertitude dans un modèle stochastique, il faut tout de même obtenir un
résultat permettant de prendre des décisions au moment où le problème est résolu. Ainsi on divise
de problème entre les variables à fixer (variables « here-and-now »), notées x et les variables dé-
pendant des paramètres aléatoires (variables « wait-and-see »), notées y, dont on peut se permettre
de ne pas décider de leur valeur immédiatement. On divise donc le problème en deux étapes : le
problème principal et le « recours » :

min
x

fx(x)+E
ω
[Fy(x,ω)] (2.3)

Cette approche permet « d’explorer » les valeurs possibles envisagées y pour prendre les
meilleures décisions x. Ainsi Fy(x,ω) est la solution optimale du sous-problème défini ci-dessous.

min
y∈R

fy(y,ω)

s.c. gy(x,y,ω)≥ 0

hy(x,y,ω) = 0

(2.4)

Dans le cas des micro-réseau, il est courant de trouver des problèmes multi-étages, permet-
tant de modéliser différents horizons temporels où les incertitudes et les décisions à prendre sont
distinctes en fontion du temps [113], [114].

L’optimisation stochastique implique donc de créer un ensemble de scénarios pour modéliser
l’incertitude, les différentes façons sont évoquées au chapitre précédent (voir section 1.5.2.d).

Les limites de l’optimisation stochastique est le coût computationnel : plus on veut une bonne
représenration des distribution modélisant l’incertitude plus il faut un nombre important de scéna-
rios, ce qui entraîne des problèmes de plus grande taille et longs à résoudre (« la malédiction de la
dimension ») [115], [116].

2.2.2 Optimisation robuste

L’approche robuste permet une autre approche de l’incertitude dans un modèle de prise de
décision probabiliste. Le modèle standard est décrit dans l’équation 2.5 ci-dessous [71].

min
x∈R

f (x,ω)

s.c. g(x,ω)≥ 0

h(x,ω) = 0

∀ω ∈ U

(2.5)

avec U , l’ensemble des valeurs possible de ω . Dans le cas de l’optimisation robuste l’objectif
est d’obtenir une solution pour tout les cas de figures possibles, cela revient donc à optimiser le
pire cas possible.

Cela implique la création d’un ensemble d’incertitudes, qui est une description mathématique
de tous les scénarios possibles ou des variations acceptables des paramètres aléatoires du modèle
(voir chapitre précédent, section 1.5.2.c).
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Tout comme pour les modèles stochastiques il est possible de créer des modèles multi-étapes
qui permettent de décourvir les incertitudes au fur et à mesure de l’horizon temporel étudié [117],
[118].

Les avantages de tels modèles est qu’il permettent un haut niveau de fiabilité par rapport à
l’incertitude mais il amène également un surconservatisme [119].

2.2.3 Optimisation avec contraintes probabilistes

Ces modèles permettent d’affecter une probabilité à un ensemble de contraintes : on souhaite
que certaines contraintes du problème ait un niveau de probabilité donné d’être respectée.

P
ω
[h(x,ω)≤ 0]≥ α (2.6)

Avec α la probabilité de respect de la contrainte aussi considérée comme sa fiabilité.
Par rapport au conservatisme des modèles robustes, cette approche permet de garder un degré

de fiabilité important sans pour autant considérer le pire des cas envisageable, cela permet de
moins pénaliser la fonction objectif. Cependant la modélisation de contraintes probabilistes peut
engendrer des non-linéarités et une non-convexité de l’ensemble des solutions admissibles [120].
Or, il est possible dans certains cas de modifier le problème pour qu’il spoit traitable par des
solveurs en utilisant des approximations sur l’ensemble des solutions admissibles [121] ou en
linéarisant ces contraintes à partir de la fonction de répartition inverse des paramètres aléatoires
[122].

Les trois approches sont résumées sur la figure 2.2 ci-dessous : la discrétisation de la distribu-
tion par les scénarios de l’optimisation stochastique, la prise en compte de tous les cas de figures
pour l’optimisation robuste et la modélisation d’un degré de confiance pour la dernière.

(a) Optimisation stochastique (b) Optimisation robuste (c) Optimisation avec contraintes
probabilistes

FIGURE 2.2 – Illustration des différentes approches d’optimisation probabiliste

Il est possible de combiner ces différentes approches afin de différencier l’appréhension du
risque en fonction des paramètres considérés ou de mélanger les représentations en fonction des
prévisions disponibles. Cette approche hybride est très utile dans le cas de la gestion des micro-
réseau où l’on ne veut pas traiter toutes les contraintes de la même façon. Il est ainsi courant de
modéliser par une contrainte probabiliste les chances de ne pas fournir la demande tout en ayant
une fonction objectif probabiliste où les incertitudes des énergies intermittentes sont modélisées
par des scénarios [123]. Après avoir discuté les principes de différentes techniques d’optimisation,
nous allons évoquer les applications possibles pour la gestion de micro-réseau dans la section
suivante.
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2.3 Applications pour la gestion de micro-réseau

Nous avons vu dans l’introduction que l’apparition de moyens de production renouvelables,
décentralisés et intermittents était un challenge pour l’opération du réseau électrique, y compris
pour les micro-réseaux. Le problème de gestion de l’énergie dans les micro-réseaux, comme à
plus grande échelle, se concentre sur l’équilibre de puissance électrique à court et moyen terme
entre les différentes entités qui le composent : moyens de production, consommation et systèmes
de stockage de l’énergie. Coordonner et anticiper leur fonctionnement permet à l’opérateur d’un
micro-réseau d’en assurer la fiabilité, la rentabilité et la durabilité. Cela implique de gérer la varia-
bilité et l’incertitude des ressources comme le solaire et l’éolien, ainsi que la demande fluctuante
des consommateurs mais également des autres sources d’incertitudes.

Les stratégies d’opération d’un micro-réseau, incluant la gestion de l’énergie et le pilotage
des entités, doivent donc pouvoir s’adapter aux changements à la fois de l’offre et la demande
d’énergie, en atténuer les risques associés, et assurer une alimentation électrique continue dans
diverses conditions de fonctionnement [124].

Pour ce challenge de gestion de l’énergie dans les micro-réseaux, les techniques d’optimi-
sation sont très employées et visent à atteindre l’optimalité d’opération au regard des critères
fixés (fonction objectif et contraintes). L’intégration croissante des énergies renouvelables dans
les micro-réseaux rend la modélisation des incertitudes de plus en plus cruciale pour continuer
d’opérer le ces systèmes de façon optimale, en termes de coût et de fiabilité notamment [125].
Les techniques d’optimisation probabiliste sont donc particulièrement indiquées pour la prise en
compte d’incertitude dans ce contexte.

Ainsi Cifti et al ont utilisé des contraintes probabilistes pour fixer un niveau de fiabilité de
95% sur le bilan de puissance du micro-réseau étudié [126]. Quant à eux, Ebrahimi et Amjady
ont développé un problème robuste à trois niveaux, permettant d’envisager le cas le moins favo-
rable avec comme sources d’incertitudes le prix de l’électricité, l’énergie PV, éolienne et la charge
permettant ainsi de limiter les conséquences d’évènements extrêmes [127]. Finalement, l’optimi-
sation stochastique peut aussi être employé, et ce dans de nombreux cas, notamment pour baisser
les coûts moyens d’approvisionnement en électricité sur un horizon temporel important grâce à
l’approche par scénarios [113]

De plus, il n’est pas rare que les micro-réseaux incluent d’autres formes de vecteurs éner-
gétiques, ajoutant une couche supplémentaire de complexité à leur gestion, mais également des
sources d’incertitude. Ainsi Ahn et al. étudient la combinaison d’électricité et de chaleur dans un
micro-réseau et l’optimisation probabiliste leur permet de modéliser la corrélation entre les deux
demandes de vecteurs [128]. Les techniques probabilistes rendent possible la prise en compte les
dépendences dans de nombreux autres cas [60]. L’apparition de nouveaux usages du réseau élec-
trique, permet d’illustrer ces avantages avec la prise en compte de l’incertitude lié aux véhicules
électriques [129].

La question de la gestion d’énergie, découlant de la nécessité d’équilibre des puissances est
la pierre angulaire de l’opération d’un réseau électrique. Dans la section suivante, nous allons
évoquer les conséquences d’une participation au marché de l’électricité pour un micro-réseau sur
ce problème de gestion.

2.3.1 Opérations et participation au marché

Les micro-réseaux pouvant être couplé à un réseau de distribution d’électricité, il ont donc
la possibilité d’échanger de l’énergie avec certains acteurs. Il existe deux possibilités : l’achat
d’électricité au détail en passant par la signature d’un contrat avec un fournisseur ou les échanges
sur les marchés de gros, cette seconde option engendre des enjeux plus importants dans la gestion
du micro-réseau.

Bien que des différences puissent exister dans la conception et la structure de ces marchés,
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FIGURE 2.3 – Organisation et temporalités du marché de l’électricité en Europe [130]

la plupart des marchés de gros d’électricité adoptent un système avec différentes temporalités
(résumées figure 2.3), composé d’un marché « spot » à la journée (day-ahead) et infra-journalier
(intraday) ainsi que d’un marché à terme. Les deux premiers marchés mentionnés sont indépen-
dants, on prend des engagements en premier lieu sur le marché day-ahead, la veille d’une journée
d’exploitation du système et on peut éventuellement en prendre de nouveaux durant cette journée
pour rectifier ou modifier sa stratégie grâce au marché infra-journalier. Le marché spot est finan-
cièrement contraignant, on doit ainsi respecter des engagements d’achat ou de vente à différents
horizon temporels, et les écarts éventuels seront pénalisés [130]. Il est donc très important de baser
ses engagements sur des prévisions fiables mais surtout de les anticiper dans la gestion des entités
du micro-réseau.

Suivant cette conception du marché spot, des modèles spécifiques d’optimisation ont été dé-
veloppés afin d’adopter une gestion optimale des entités et des ressources pour planifier les unités
de production en minimisant les coûts totaux d’opération :

• Modèles d’engagement des unités, ou Unit Commitment (UC) : ils permettent d’établir
l’allumage et la puissance fournie par les unités de production pilotables dont les dyna-
miques et le modèle de coût nécessitent d’anticiper leur fonctionnment plusieurs heures en
amont (les groupes thermiques notamment). Ces modèles sont exécutés à la fois la veille
d’une journée d’exploitation mais aussi pendant.

• Modèles de répartition économique, ou Economical Dispatch (ED) : ils déterminent com-
ment répartir la charge électrique entre les différentes unités de production disponibles (dont
l’allumage est fonction des résultats du UC) de manière à minimiser les coûts de production
tout en satisfaisant les engagements. Contrairement au modèle UC, le dispatch économique
est généralement recalculé toutes les quelques minutes pour s’adapter aux changements en
temps réel de la demande et des conditions de production.

Typiquement, les deux modèles sont formulés comme des modèles d’optimisation prennant en
compte diverses contraintes, telles que les capacités de chaque unité ainsi que les exigences de
stabilité du réseau [109].

Actuellement, la plupart des opérateurs exécutent uniquement des modèles UC et ED déter-
ministes. Les aléas de charge et d’énergie renouvelable sont traditionnellement couverts par des
différents systèmes de réserves, de gestion de fréquence et tension. Cependant, une grande va-
riété de méthodes probabilistes est proposée dans la littérature pour répondre aux défis de la prise
en compte d’incertitude dans ces modèles. La prévision probabiliste s’intègre naturellement dans
ce cadre puisque les incertitudes peuvent être représentées sous diverses formes et utilisées pour
l’application adaptée. Ainsi Zachar et al. ont développé un modèle probabiliste combinant Unit
Commitment et Economic Dispatch permettant de gérer les engagements sur le marché de façon
optimale en utilisant des contraintes probabilistes [131].

De plus, les méthodes d’optimisation permettent de modéliser les comportements des autres
acteurs et ainsi estimer les meilleurs choix d’engagements à faire sur les marchés. Cette approche
est utilisée par Shi et al. en utilisant des ensembles de scénarios pour déterminer les offres opti-
males à faire sur le marché spot [132]. Zhang et al. utilisent une approche robuste, envisageant
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les pires scénarios de production PV, pour les échanges d’énergie entre micro-réseaux connectés
[133].

Même les micro-réseaux ilôtées ou ne participant pas au marché de gros utilisent cette ap-
proche pour le problème de gestion de l’énergie, ce qui permet d’optimiser le coût de fonctionne-
ment des unités pilotables [134].

2.3.2 Services systèmes

Bien que la commodité principale échangée sur les marchés de gros soit l’énergie l’électrique,
divers services systèmes ont aussi leur rôle et leur propre marché. Ces services, qui varient selon
les places de marchés en termes de types et de fonctions, ont principalement pour objectif de :

• garantir une fourniture d’énergie fiable et de qualité,

• assurer la sécurité du réseau,

• maintenir la fréquence et la tension,

• minimiser les écarts sur les zones d’équilibre.

Le service système le plus important est celui des réserves. Ces dernières sont utilisées pour
maintenir à la fois la stabilité de la fréquence du système, un indicateur de l’équilibre de la puis-
sance réelle [135], mais aussi de la tension en divers endroits du réseau [136]. Ces réserves sont
fournies et constitués par des moyens de production capables d’ajuster leurs puissances en cas
de besoin (chute de fréquence ou modulation de tension). Dans le cas des réserves constituées
pour la fréquence, il existe plusieurs temporalités possible pour s’engager : les réserves primaire,
secondaire et tertiaire (par temps de réponse croissant, voir figure 2.4 ci-dessous).

FIGURE 2.4 – Effet des différents types de réserves sur l’équilibrage du réseau [137]

Ainsi, le fait de participer au marché de réserve est un engagement et nécessite une disponibi-
lité des groupes éligibles et retenus par le marché si le besoin se fait sentir. Il est donc primordial
de prendre en compte cela dans la gestion du micro-réseau [138]. Comme pour les cas précé-
dents, la prise en compte des incertitudes en présence d’aléas dans le micro-réseau est importante,
Wang et al. ont aini développé une méthode hybride, robuste et stochastique, permettant de ré-
duire le risque pour l’engagement de micro-réseaux sur le marché des services systèmes [139].
L’ajout d’une demande de réserve opérationnelle présente un défi pour les opérateurs de réseau,
Wen montre l’importance de l’utilisation d’une approche stochastique pour les choix d’opération
des moyens de production à faire entre la fourniture de la charge et de la réserve [140].

Les opérateurs des micro-réseaux ilôtées ou ne participant pas au marché de la réserve mettent
aussi en place des modèles probabilistes permettant de dimensionner des réserves. Cela permet, à
l’instar du réseau principal, d’améliorer la fiabilité du système face aux aléas. Ainsi, en modélisant
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la distribution de la charge résiduelle, la charge à laquelle on soustrait les sources d’énergies non
pilotables, on peut dimensionner les besoins de réserve. Si ils sont habituellement calculés avec des
modèles déterministes ou heuristiques, Yan et al. montrent l’importance de l’approche probabiliste
dans le processus, permettant ainsi de baisser le coût de la réserve [141].

2.3.3 Stabilité, sécurité et fiabilité d’opération

Nous avons jusqu’à présent discuté du problème de gestion d’énergie, permettant d’anticiper
l’équilibre de puissance active au sein du micro-réseau. Or, il très important d’évoquer le contrôle
de ce dernier à une échelle temporelle plus fine, où d’autres équilibres rentrent en compte. En
effet pour opérer un micro-réseau en toute fiabilité il faut également s’assurer des équilibres de
fréquence et de tension, variables d’état critiques : une contingence sur le réseau ne doit pas pro-
voquer de congestion de ligne ou de violation des limites de tension [142].

Pour palier à ces éventualités non souhaitées, il est courant d’effectuer des études de flux de
puissance (Power-Flow), afin d’étudier les problèmes et les solutions correctives à mettre en place
[143]. De nombreux auteurs montrent que l’utilisation d’une modélisation probabiliste est cruciale
pour ce type d’étude : Giraldo et al. utilisent à la fois des scénarios et des ensembles d’incertitudes
(intervalles de confiance à partir de la PEM, Point Estimation Method) pour améliorer les résultats
de l’analyse de sécurité [144].

Pour la gestion et le contrôle d’un micro-réseau, le problème de flux de puissance optimal
(Optimal Power Flow) peut être intégré dans différents modèles. Dans leurs travaux, Yugeswar et
al. optimisent le flux de puissance en temps réel en modélisant la corrélation entre charge et PV
grâce à un modèle probabiliste [145]. Souza et al. intègrent, quant à eux, un modèle OPF dans le
problème de gestion de l’énergie, en anticipation d’une journée, permettant de mieux appréhender
l’impact des contingences engrendrées par les aléas pour un micro-réseau isolé [146]

FIGURE 2.5 – Différentes applications de l’optimisation probabiliste pour la gestion et l’opération
de micro-réseaux
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2.4 Conclusions

Dans ce chapitre, nous avons parcouru une grande quantité de méthodes pour la gestion de
micro-réseau sous incertitude. Après avoir discuté des grandes approches de l’optimisation proba-
biliste et de leurs spécificités nous avons pu évoquer leurs applications pour le secteur considéré
(résumés figure 2.5 ci-dessus) et les enjeux de la prise en compte d’incertitude dans celles-ci.

Ainsi tant pour la gestion d’énergie, que pour les engagements sur le marché, la constitution de
réserves et la fiabilité d’opération, les différentes méthodes d’optimisation probabiliste montrent
leurs atouts, les méthodes stochastique et robuste étant particulièrement populaires. Nous avons
également évoqué d’autres approches permettant de traiter les challenges énoncés dans le secteur
des micro-réseaux. Le machine-learning, encore sous-étudié selon la littérature [147], fait partie
des domaines très actifs et prometteurs, d’autant plus avec la multiplication des données dispo-
nibles [148].

L’évolution du système électrique entraîne aussi l’apparition de nouveaux usages comme les
réseaux multi-vecteurs ou encore les véhicules électriques, dont la prise en compte des incerti-
tudes n’est pas encore tout à fait mature. Le changement de paradigme amène aussi différentes
façon d’opérer les systèmes et donc de modéliser les problèmes d’optimisation usités, Gao et al.
pointent ainsi l’apparition de nouveaux objectifs et contraintes, permettant notamment d’analyser
les émissions d’un micro-réseau [110]. Ce type d’approche reste encore marginal mais étudié dans
la littérature récente.

Notre travail permettra d’explorer la gestion d’énergie d’un micro-réseau sujet à l’aléa d’une
centrale PV. En plus du problème de planification, nous étudions la possibilité, grâce à une formu-
lation originale des modèles d’optimisation, d’un service système inovant permettant de réduire
l’amplitude journalière.
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Deuxième partie

Une représentation de l’incertitude :
génération de scénarios de productible

PV
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Dans cette partie, le but est d’obtenir, à partir d’une prévision, une représentation du produc-
tible futur d’une centrale photovoltaïque par génération de scénarios. La génération est un proces-
sus qui permet d’obtenir au hasard des réalisations de variables aléatoires tandis qu’un scénario est
la notion multivariée d’une réalisation. En considérant le productible PV sur différents intervalles
de temps comme variables aléatoires d’étude, le résultat espéré est un ensemble de scénarios re-
présentant les propriétés statistiques de la prévision sur l’horizon considéré. La méthode est ainsi
illustrée par la figure 2.6 : à l’instant présent on connaît les réalisations passées, certaines et donc
uniques, et à ce moment là on souhaite générer un faisceau de scénarios montrant les trajectoires
futures possibles.

FIGURE 2.6 – Processus de génération de scénarios d’un vecteur aléatoire (XT de dimension K)
sur un horizon temporel : à partir de la prévision on génère des trajectoires (ici en vert, violet et
rouge) débutant dès la fin de la réalisation passée (en noir).

Les variables aléatoires étudiées (correspondant chacune à un intervalle de temps, voir figure
ci-dessus 2.6) sont donc rassemblées en un vecteur aléatoire, noté XT :

XT = (

loi marginale︷︸︸︷
X1 ,X2, . . . ,Xk, . . . ,XK︸ ︷︷ ︸

loi conjointe

) (2.7)

Ici, un scénario est donc un vecteur composé d’un échantillon de chaque variable aléatoire
d’intérêt. Un scénario, noté S, est donc une réalisation envisagée du vecteur XT :

S = (

réalisation de la variable X1︷︸︸︷
x1 ,x2, . . . ,xk, . . . ,xK) (2.8)

Pour permettre de répondre à l’objectif principal et mettre en place une méthodologie de gé-
nération de scénarios, un historique de données est disponible. Cet historique est une collection de
données enregistrées au fil du temps, il est constitué d’informations sur une multitude d’horizons
d’étude sur plusieurs années, et donc sur les variables associées. Dans le cas étudié, il contient de
deux types de données :

• Des prévisions probabilistes, envoyées par un fournisseur de prévisions : c’est une prévision
qui fournit des informations sur la distribution de probabilités des valeurs possibles d’une
variable à un instant futur.

• Les productions réalisées associées, mesurées sur la centrale.

Ces données vont permettre de concevoir notre méthode sur un grand nombre d’itérations pour
qu’elle soit statistiquement significative. En outre, cet apport conséquent de données va permettre
d’extraire des connaissances supplémentaires sur les variables considérées.

Les travaux seront divisés en trois grandes étapes avec différents objectifs intermédiaires per-
mettant de saisir l’information statistique à disposition :

1. Être en mesure de modéliser les lois de probabilité suivies par chaque variable aléatoire,
appelées lois marginales (voir équation 2.7).
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2. Pouvoir prendre en compte les corrélations entre ces variables aléatoires, car elles ne sont
à priori pas indépendantes. Il faudra donc être capable de déterminer une loi de probabilité
multivariée, appelée loi conjointe (voir équation 2.7), représentant la dépendance entre les
différentes variables du vecteur aléatoire. Ce travail permettra de se doter d’un modèle de
corrélation indépendant des lois marginales de chaque variable grâce au concept de copule,
prenant en compte l’historique des données pour être défini.

3. Finalement, être en mesure de générer un ensemble de scénario par la technique de Monte-
Carlo. Cette opération est effectuée à partir des loi marginales déduites des prévisions pro-
babilistes sur l’horizon étudié ainsi que des paramètres caractérisant leur dépendance. La
méthode de Monte-Carlo consiste à générer un grand nombre de valeurs aléatoires, puis à
utiliser ces dernières pour estimer une valeur, ici le productible PV sur l’horizon.

Maintenant que le processus a été expliqué dans sa globalité et que les principales définitions
ont été posées, nous allons détailler les fondements théoriques et la logique de l’enchainement des
étapes de la méthode développée.

Principes de génération de scénarios d’un vecteur aléatoire avec inter-
dépendance

Cette section permet de retracer l’ensemble des procédés formant notre méthode de génération,
afin d’appréhender sa cohérence globale et sa généricité. Comme indiqué ci-dessus, on cherche
a obtenir des valeurs de réalisations possibles de variables aléatoires, pour cela on effectue un
tirage selon leurs lois de probabilité (ou de la connaissance qu’on en a). Avant d’évoquer le cas
multivarié, on se contente de décrire le principe de tirage pour une seule variable.

Tirage aléatoire selon une loi de probabilité

La méthode de la transformée inverse permet d’effectuer le tirage d’un échantillon selon la loi
de probabilité d’une variable. Cette technique est basée sur une des proposition du théorème de la
réciproque (théorème A.1, complet en annexe).

Théorème (de la réciproque - Proposition 3) : Soit U une variable aléatoire de loi uniforme sur
[0,1]. La fonction F est la fonction de répartition de la variable aléatoire F−1(U).

La démarche pour obtenir un échantillon d’une variable X dont on connait la fonction de répartition
inverse F−1

X est donc divisée en deux étapes :

1. Tirage d’un échantillon de taille N de la variable Y , suivant la loi uniforme sur l’intervalle
[0,1] : Y ∼Uni f [0,1]. Pour cela, on utilise un algorithme permettant de générer des échan-
tillons pseudos-aléatoires selon cette dernière loi (ici, le Mersenne Twister [149]).

2. Transformation de cet échantillon de la variable Y grâce à la fonction de répartition inverse
de X pour obtenir les antécédents formant l’échantillon de taille N de la variable X :

(x1,x2, . . . ,xn, . . . ,xN) =
(

F−1
X (y1),F−1

X (y2), . . . ,F−1
X (yn), . . . ,F−1

X (yN)
)

La méthode, est dite de la transformée inverse car elle utilise l’inverse de la fonction de répar-
tition [150], et est illustrée par la figure 2.7 ci-dessous pour une variable suivant une loi Gamma.
Un échantillon réduit (N = 10) tiré selon la loi uniforme est présenté sur l’axe des ordonnées à
droite (yn –) puis sa transformation par la fonction de répartition inverse (courbe noire) est mon-
trée par les flèches jusqu’à l’obtention de l’échantillon désiré, suivant la loi Gamma, sur l’axe des
abscisses (xn |). Cette figure présente aussi une illustration du théorème de la réciproque (A.1) :
un échantillon de grande taille tiré selon la loi Uni f [0,1], reproduit la densité de probabilité de la
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loi uniforme sur [0,1] (histogramme à gauche). Une fois transformé via la fonction de répartition
inverse de la loi Gamma, l’histogramme de cet échantillon reproduit bien la densité de probabilité
de la loi Gamma Γ(9,0,5).

FIGURE 2.7 – Illustration du processus permettant d’obtenir un échantillon aléatoire selon une loi
à partir d’un autre tiré selon une loi uniforme

Si l’on répète cette méthode pour chaque variable considérée de notre horizon, on obtient donc
des échantillons de toutes les variables aléatoires constituant le vecteur XT , soit K échantillons in-
dépendants de taille N. En formant des vecteurs avec une valeur de chaque variable issue du tirage,
on obtient N échantillons de taille K du vecteur XT (voir équation 2.9). Cependant, avant de pou-
voir effectuer ces tirages aléatoires, il faut donc obtenir, ou du moins décrire le plus précisément
possible, ces différentes lois de probabilité suivies par les variables étudiées.

échantillon de X1{

. . .

. . .

(
x1

1, . . . ,x
1
N
)

...(
xK

1 , . . . ,x
K
N
) →


x1

1
...

xK
1

 . . .


x1

N
...

xK
N


︸︷︷︸

échantillon de XT

échantillon de X1{

. . .

. . .

(2.9)

Estimation de la loi de probabilité 1

La première étape de notre méthode consiste donc à définir les lois de probabilité que suivent
les variables étudiées, i.e. la production PV attendue pour chaque intervalle de temps. En réalité,
on ne pourra qu’estimer ces lois à partir des connaissances à notre disposition.

Ces lois seront estimées et modélisées par le biais de leur fonction de répartition (voir section
3.1) et plus précisément à partir d’une liste de points de cette fonction : les quantiles. En fonction
du type de prévision à disposition, une étape pour obtenir les quantiles pourra être nécessaire.

Changements d’espaces et modèle de corrélation 2 - 3

Pour l’horizon temporel et la centrale PV étudiée, on considère en première approche une
indépendance entre les différentes variables. Or, on sait qu’en réalité il peut exister une corrélation
temporelle liée à la météo (mais également spatiale si on s’intéresse à plusieurs centrales voisines).
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Il apparaît donc important de se doter d’un modèle de corrélation permettant de prendre en compte
cette éventuelle dépendance entre variables.

On dispose donc initialement de K variables indépendantes composant le vecteur XT , dont les
lois marginales sont modélisés par leurs fonctions de répartition. La notion de copule (définition
2.1) et le théorème de Sklar (théorème 2.1) permettent de définir une loi conjointe dans espace
multidimensionnel (F(X1, . . . ,XK)) où la corrélation entre les variables considérées pourra être
modélisée, indépendamment des lois marginales de XT .

Définition 2.1 (Copule) Une copule est une fonction de répartition multivariée de dimension K,
notée C, définie sur [0,1]K , dont les marginales sont uniformes sur [0,1].

Théorème 2.1 (Sklar) Si C est une copule, et si F1, ...,Fd sont des fonctions de répartition, alors
F(X1, . . . ,Xd) = C(F1(X1), . . . ,Fd(Xd)) est une fonction de répartition de dimension d, dont les
marges sont précisément F1, ...,Fd .

Cependant, avant de pouvoir utiliser ces concepts, certaines transformations sont nécessaires.
En utilisant une autre proposition du théorème de la réciproque (théorème A.1, complet en annexe)
que pour le tirage aléatoire, on peut obtenir l’image du vecteur XT par ses fonctions de répartitions
marginales.

Théorème (de la réciproque - Proposition 4) : Soit X une variable aléatoire à valeurs dans R de
fonction de répartition F. Si F est continue, alors F(X) est de loi uniforme sur [0,1].

Ainsi appliquée à chaque composante du vecteur XT , cette transformation permet de former le
vecteur aléatoire suivant dont chacune des marginales suit la loi uniforme Uni f [0,1] (illustré pour
une dimension figure 2.8a) :

(
F1(X1),F2(X2), . . . ,FK(XK)

)
= (

∼Unif([0,1])︷︸︸︷
Y1 ,Y2, . . . ,YK) = YT

Cette transformation, associée à la notion de copule, mène donc au théorème de Sklar, pré-
sentés ci-dessus. Les lois marginales transformées et suivant toutes la même loi uniforme peuvent
donc être reliées par une fonction de répartition multivariée : une copule.

Ainsi, la copule du vecteur aléatoire multivarié XT = (X1,X2, . . . ,XK) définit une loi conjointe
dont les marginales sont (Y1,Y2, . . . ,YK).

C(y1,y2, . . . ,yK) = Pr[Y1 ≤ y1,Y2 ≤ y2, . . . ,YK ≤ yK ].

Pour résumer, la copule va contenir la structure caractérisant la dépendance entre les variables
tandis que les fonctions marginales Fk déterminent les informations sur chaque composante Xk
du vecteur aléatoire. Chaque composante va donc correspondre à une dimension de la copule, et
donc à une variable dans l’espace des pseudos-variables, notée Yk suivant la loi uniforme U [0,1],
ainsi qu’à une variable suivant la loi spécifique de la copule dans un autre espace, appelé espace
de génération, dénotée Zk et issue de la transformation par l’inverse de la fonction de répartition
multivariée. Cette décomposition est illustrée pour une dimension sur les figures 2.8a et 2.8b : les
deux lois marginales (de la composante initiale de XT et sa correspondante via la copule ZT ) sont
reliés par leur uniformité suite à leur transformation par leur fonction de répartition.

En utilisant une quantité significative de données de production historique (i.e des réalisations
des variables Xk) et leur prévisions associées (i.e. leur fonction de répartition estimée Fk), il est
possible de passer dans l’espace des pseudo-variables puis dans l’espace de génération, illustré
par les flèches et points rouges sur la figure 2.8c, afin de caractériser les paramètres de la copule
reliant ces variables par inférence.
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Tirage selon une copule 4 - 5

Le modèle de corrélation, une fois déterminé, permet d’effectuer le tirage d’échantillons (y1,y2, . . . ,yK)
du vecteur aléatoire YT [151], représentant les marges de la copule. En effectuant ensuite les
transformations appropriées on obtient alors l’échantillon voulu, un scénario de production PV :
(x1,x2, . . . ,xK). Cette étape est illustrée par les flèches et points verts sur la figure 2.8c.

(x1,x2, . . . ,xK) =
(

F−1
1 (y1),F−1

2 (y2), . . . ,F−1
d (yK)

)
Résumé de la méthode

Les différentes étapes de cette méthode sont résumées pour une dimension dans la figure 2.8c :

1 Construction de la fonction de répartition (suivant ici une loi Gamma).

2 Transformation des données disponibles dans l’espace des pseudos-variables et éventuelle-
ment dans l’espace de génération en fonction du type de copule (chemin rouge).

3 Caractérisation de la copule.

4 Tirage d’un échantillon dans l’espace de la copule.

5 Retour dans la dimension des variables d’étude via l’espace des pseudo-variables (chemin
vert).

Dans ce chapitre, la question de caractériser l’incertitude des variables étudiées sera abordée,
en premier lieu via la notion de fonction de répartition. Cette étape permettra in fine d’effectuer le
passage dans l’espace des pseudos-variables et donnera la possibilité de modéliser la dépendance
entre variables via une copule.
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(a) FdR d’une variable suivant une loi Gamma
Γ(9,1/2)

(b) FdR marginale correspondante de la copule
gaussienne suivant la loi normale N (0,1)

(c) Illustration de la transformation d’un échantillon suivant une loi Gamma par sa fonction de ré-
partition jusque dans l’espace de génération de la copule gaussienne (rouge) et de l’inverse pour un
échantillon tiré selon la loi de la copule (vert)

FIGURE 2.8 – Illustration de la notion de copule à travers les FdR marginales d’une variable et sa
correspondance dans la dimension de la copule
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3
Caractérisation de l’aléa PV : de la prévision à la

loi multivariée

Ce chapitre décrit une méthode développée pour exploiter toute l’in-
formation disponible pour caractériser l’incertitude liée à plusieurs
variables aléatoires dépendantes à partir de prévisions et d’obser-
vations. Cette méthode est générique et peut être appliquée à une
grande diversité de variables. Elle est appliquée ici au productible
d’une centrale photovoltaïque sur un horizon temporel.

Sommaire
3.1 Construction des lois marginales à partir de prévisions probabilistes . . . . 58

3.1.1 Obtention des prévisions probabilistes : la régression quantile et sa mise
en oeuvre . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

3.1.2 Estimation de la fonction de répartition empirique . . . . . . . . . . . . 63
3.1.3 Support des fonctions de répartition marginales . . . . . . . . . . . . . 64
3.1.4 Contruction des lois marginales empiriques . . . . . . . . . . . . . . . 67
3.1.5 Contrôle de l’obtention des pseudo-variables . . . . . . . . . . . . . . 68

3.2 Caractérisation d’un modèle de corrélation . . . . . . . . . . . . . . . . . . 68
3.2.1 La notion de corrélation . . . . . . . . . . . . . . . . . . . . . . . . . 70
3.2.2 Présentation de différentes copules et méthodes de caractérisation . . . 72
3.2.3 Résultats de la caractérisation et comparaison des copules . . . . . . . 76

3.3 Conclusions, limites et perspectives . . . . . . . . . . . . . . . . . . . . . . 79

57



Chapitre 3. Caractérisation de l’aléa PV : de la prévision à la loi multivariée

Dans ce chapitre, nous verrons comment obtenir les lois marginales des variables étudiées à
partir de prévisions probabilistes, tout en présentant une méthode permettant d’obtenir ces der-
nières, la régression quantile (étape 1 ). Finalement, nous étudierons la dépendance entre les va-
riables considérées pour déterminer leur loi conjointe en utilisant un modèle de corrélation, la
copule (étapes 2 et 3 ).

3.1 Construction des lois marginales à partir de prévisions probabi-
listes

La représentation de l’incertitude d’une variable aléatoire peut prendre différentes formes :
intervalles, scénarios, distribution d’erreurs, quantiles, etc. [19], [50]. Cependant la représentation
la plus versatile, offrant le plus de possibilités d’exploitation est la fonction de répartition.

L’objectif de cette partie est donc de proposer une méthode générale permettant d’obtenir
la fonction de répartition d’une variable réelle continue et bornée, essayant ainsi de caractériser
complètement sa loi de probabilité et ainsi son incertitude, à partir d’informations à disposition :
une prévision probabiliste.

Prévision probabiliste de productible PV

Pour un moment donné la prévision probabiliste est constituée d’une liste de P quantiles
(couple quantile, qτ , et niveau correspondant, τ , dans le cas d’une fonction de répartition continue
ils sont reliés par l’égalité qτ = F−1(τ), voir définition A.2) :

{
(qτ1 ,τ1) , . . . ,(qτp ,τp) , . . . ,(qτP ,τP)

}
Un quantile qτ et son niveau associé τ permettent de diviser l’ensemble de définition de la va-

riable à laquelle ils se rapportent. Pour un quantile donné qτ les valeurs ont (100× τ)% de chances
d’être en dessous du quantile qτ et (100× (1− τ))% chances d’être au-dessus. Un exemple de pré-
vision probabiliste est illustré sur la figure ci-dessous. En premier lieu, on observe la prévision sur
l’ensemble d’une journée avec des intervalles horaires sur la figure 3.1a. Sur chaque intervalle
la variable correspondante est la puissance moyenne produite par la centrale. Chaque couleur de
courbe représente ici un niveau de quantile pour chaque heure de la journée, par exemple la courbe
bleue marine décrit le niveau de quantile 1% sur tout l’horizon : le productible PV a donc 1% d’être
en dessous de ces valeurs à chaque heure (ou plutôt 99% de chances d’être au-dessus). Deux inter-
valles de temps de la prévision probabiliste sont représentés en détail sur les figures 3.1b et 3.1c.
Sur ces deux figures, les quantiles sont en abscisse et leur niveau associé en ordonnée. Cette repré-
sentation permet de mieux appréhender les informations que contient la liste des quantiles et peut
être interprété de différentes façons. Des exemples de valeurs de quantiles sont montrés sur ces
deux figures : entre 7h et 8h, on a 30% de chances d’être en dessous de 49 kW tandis qu’entre 13h
et 14h, on a 30% de chances d’être en dessous de 130 kW. De plus en faisant la différence entre
deux quantiles, on peut déterminer la probabilité de la variable d’être dans un intervalle particulier.
Pour la figure 3.1b, si l’on soustrait les niveaux de quantiles 30% et 75%, on peut en déduire, que
le productible PV a 35% de chances d’être entre 49 et 64 kW. Concernant la figure 3.1c, si l’on
effectue la même opération entre les quantiles de niveau 1% et 99%, on peut dire qu’il y a 98% de
chances que la puissance PV produite soit comprise entre 46 et 189 kW.

Malgré toutes les informations qu’il est possible d’en tirer, cette liste de quantiles n’est pas
exploitable facilement en l’état par une méthode permettant la planification d’un micro-réseau
par l’optimisation (voir section 2.2). Cette prévision doit donc être traitée pour prendre une autre
forme. La représentation permettant le plus grand nombre de possibilités est la fonction de ré-
partition. C’est en effet, avec la densité de distribution, la façon la plus complète de caractériser
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3.1. Construction des lois marginales à partir de prévisions probabilistes

(a) Prévision probabiliste du 04/07/2019

(b) Prévision probabiliste entre 7h et 8h (c) Prévision probabiliste entre 13h et 14h

FIGURE 3.1 – Exemple d’une prévision probabiliste sur la journée du 04/07/2019 avec intervalles
horaires détaillés pour deux exemples
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Chapitre 3. Caractérisation de l’aléa PV : de la prévision à la loi multivariée

l’aléa d’une variable aléatoire. Cette estimation sera faite numériquement : l’objectif est d’obtenir
suffisamment de points pour décrire précisément cette fonction.

Pour cela on souhaite se doter d’une méthodologie générale applicable à toute prévision pro-
babiliste que l’on pourra avoir à traiter dans le cadre de la planification d’un micro-réseau. Si l’on a
pas accès à un service offrant des prévisions probabilistes, il est possible se contenter de prévisions
plus rudimentaires et obtenir une liste de quantiles par d’autres moyens (voir section 3.1.1).

Propriétés d’une fonction de répartition

Avant même de concevoir une méthode, il convient de poser le cahier des charges que devront
respecter les fonctions construites. D’après la propriété A.1, la fonction de répartition F de la
variable réelle continue X doit répondre aux critères suivants :

• Être définie sur le même intervalle que la variable X : DF = [inf(X),sup(X)] = [Xmin,Xmax]

• Être croissante et donc bijective. Cette dernière propriété est importante aussi bien pour
passer dans l’intervalle des pseudos-variables pour ensuite estimer les paramètres du modèle
de corrélation que pour revenir de cet espace pour obtenir les échantillons à partir de la
copule (voir introduction partie II).

• Être continue.

• Avoir pour limite 0 en sa borne inférieure : lim
x→Xmin

F(x) = 0

• Avoir pour limite 1 en sa borne supérieure : lim
x→Xmax

F(x) = 1

3.1.1 Obtention des prévisions probabilistes : la régression quantile et sa mise en
oeuvre

Si une prévision probabiliste n’est pas directement disponible (ou trop biaisée) il est tout de
même possible, dans certaines conditions, d’en obtenir à partir d’autre types de prévision et de
données complémentaires. Pour le cas de la prévision PV, on peut citer deux possibilités :

• Prévision naïve : le productible PV attendu de l’intervalle de temps considéré (k+K) sera le
même que celui de l’intervalle de temps correspondant de l’horizon précédent : PPV

k+K = PPV
k .

• Prévision déterministe PPV,det
k : aucune incertitude n’est prise en compte, la prévision est

ponctuelle tout comme la précédente. Si l’on devait exprimer cette prévision d’un point de
vue probabiliste, cela signifierait qu’on considère qu’il y a 100% de chance que le produc-
tible PV atteigne exactement la valeur de la prévision.

Même si elles exploitent et présentent de l’information statistique, les deux précédentes prévi-
sions n’en donnent pas sur leur incertitude, du moins pas directement. Il est possible d’en obtenir
via des quantiles en effectuant une régression quantile.

De façon générale, une régression est une méthode statistique permettant d’expliquer une va-
riable Y , dite d’intérêt, selon d’autres variables (X1, . . . ,Xv, . . . ,XV ), dites explicatives, qui seraient
corrélées. En utilisant cette propriété statistique d’interdépendance, on peut alors en déduire des
informations sur la variable d’intérêt. On définit ainsi une fonction de régression définissant un
indicateur I de la loi de Y (espérance, médiane, variance, quantiles, etc.) conditionnellement aux
valeurs des autres variables [152] :

f (x1, . . . ,xv, . . . ,xV ) = I(Y | Xv = xv)

La régression quantile va permettre d’obtenir une estimation de différents quantiles de la variable Y
à partir de variables explicatives et d’une constante, regroupés en un vecteur X =(1,X1, . . . ,Xv, . . . ,XV ).
On va ainsi pouvoir obtenir une liste de quantiles de la distribution conditionnelle (Y |X) (et leur ni-
veau τ associé) en fonction. L’expression des quantiles dans la régression standard est une forme
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3.1. Construction des lois marginales à partir de prévisions probabilistes

linéaire de coefficients β = (β0,β1, . . . ,βv, . . . ,βV ), propres à chaque quantile et correspondants
aux V variables explicatives et à constante β0 :

q(Y |X) = X ′
β = β0 +β1X1 + · · ·+βV XV

Pour obtenir une estimation des coefficients β̂ et donc des quantiles q̂(Y |X), on souhaite ré-
soudre l’équation suivante pour un niveau de quantile τ donné :

β̂τ = argminβE
[
ρτ(Y −X ′

β )
]

avec ρτ(u) = [τ −1 1(u 6 0)]u, une fonction de perte spécifique à la régression quantile permettant
de pénaliser les écarts entre les prévisions du modèle x′iβ et les observations yi. Dans ce cas, cette
fonction pénalise lorsque le niveau de quantile τ est élevé et la prévision faible et inversement
(niveau de quantile bas et prévisions élevée) [153], [154].

Théoriquement, il est possible d’effectuer une régression quantile pour toutes les valeurs de
niveau de quantiles possibles (τ ∈ [0,1]). Il y a ainsi une infinité de régressions imaginables pour
une distribution conditionnelle donnée, il serait alors possible de décrire complètement la fonction
quantile de la variable Y |X , qui n’est autre que l’inverse de la fonction de répartition. Il faudrait
cependant une grande quantité infinie d’observations pour obtenir des quantiles significatifs. En
pratique, on s’attachera donc a effectuer un nombre raisonnable de régressions quantiles pour un
certain jeu de données [155].

Pour obtenir des quantiles à partir de données voici les variables explicatives les plus couram-
ment utilisées :

• Historique de mesures

• Données météo (prévision et/ou historique) :

• Température,

• Ensoleillement, etc.

Pour le jeu de données étudié, l’examen des quantiles a révélé leur inexactitude statistique.
Comme observé sur la figure 3.2a, si l’on procède à un recomptage des quantiles via les observa-
tions, on remarque que les quantiles n’ont pas leur niveau τ escompté. Un recalibrage de quantiles,
sous la forme d’une régression quantile, a donc été effectué. Pour ce processus les variables expli-
catives étaient les suivantes :

• La prévision déterministe horaire,

• Les quantiles 0%, 10%, 50%, 90% et 100% initiaux,

• Un indicateur météo de clarté du ciel.

De nouveaux quantiles ont été estimés à partir de la méthode de Liu et Wu [156]. Cette méthode
permet d’éviter aux quantiles estimés de se croiser ce qui violerait la propriété de monotonicité de
la fonction de répartition (voir section 3.1) : un quantile de niveau τ1 est nécessairement supérieur
au égal au quantile de niveau τ2 si τ1 > τ2.

A la suite de ce recalibrage un nouveau comptage est effectué. Les niveaux de quantiles obser-
vés sont alors bien plus conformes aux attentes (voir figure 3.2b). Seuls quelques quantiles entre
10% et 30% pour la variable #16 semblent légèrement mal calibrés, mais pas assez pour invalider
la régression quantile mise en uvre.

1. On note 1(.) la fonction indicatrice qui vaut 1 ou 0 selon l’état (vrai ou faux) de l’expression logique entre
parenthèses
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Chapitre 3. Caractérisation de l’aléa PV : de la prévision à la loi multivariée

(a) Avant recalibrage

(b) Après recalibrage

FIGURE 3.2 – Contrôle des quantiles par comptage avant et après recalibrage
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3.1. Construction des lois marginales à partir de prévisions probabilistes

Méthode de vérification du niveau de quantile

Pour effectuer ce contrôle des différents quantiles, il faut à la fois un historique de mesures
(réalisations) et de prévision (quantiles) pour chaque intervalle k de l’horizon étudié. On croise
alors les quantiles avec les réalisations de productible PV afin de compter le nombre de mesures
inférieures à chaque quantiles et ainsi ré-estimer le niveau de quantile q̂τ p

de façon globale (selon
l’équation 3.1), si il est proche de sa valeur attendue qτ p

, on peut se satisfaire de la qualité de
chaque quantile.

q̂τ p
=

1
M

M

∑
m=1

1 2(xm
k < qτ p

) (3.1)

Cette étape permet de s’assurer de la qualité statistique des quantiles à disposition. Si il n’appa-
rait pas raisonnable d’approcher la fonction de répartition en multipliant les régressions quantiles
car il faudrait une quantité énorme de données, il est néanmoins possible de transformer une liste
de quantiles (et leur niveau associé) en une estimation de fonction de répartition pour chaque
variable étudiée en répondant aux critères énoncés.

3.1.2 Estimation de la fonction de répartition empirique

Comme indiqué précédemment, la fonction de répartition est une manière de décrire complète-
ment la loi de probabilité suivie par une variable. Y avoir accès permet de choisir entre différentes
représentations d’incertitude en fonction de l’approche : à partir de cette dernière il est possible
d’obtenir des intervalles de confiance, les modes de la variable (médiane, moyenne, etc.) mais
surtout de générer des échantillons (voir introduction partie II).

Afin d’obtenir cette dernière à partir des quantiles, différentes étapes sont nécessaires. L’ob-
jectif est d’obtenir une approximation la plus détaillée possible de cette fonction. Dès lors, comme
décrit dans l’état de l’art (voir section 1.3.3), deux représentations sont possibles : une paramé-
trique, où l’on cherchera à calibrer un modèle (équation de courbe) grâce à des données et une
non-paramétrique où aucune hypothèse ne sera adoptée sur la forme de cette distribution. Dans
ce second cas il s’agira d’une approximation numérique discrète : à l’instar de la liste de quan-
tiles qui est utilisé comme entrée, le but est d’obtenir une liste de points modélisant cette fonction
de répartition. Dans les deux cas la fonction obtenue sera empirique car basée sur des données
d’observations et non un raisonnement purement théorique.

Dans notre démarche, on considère en première approche une seule variable aléatoire globale
(le productible PV sur intervalle de temps). Sa distribution, approchée grâce à un histogramme
de l’ensemble de ses observations est présenté figure 3.3a. Son allure ne permet pas d’ajuster une
équation paramétrique d’une loi commune de façon satisfaisante. Dans une seconde approche, les
variables étudiées sont regroupés sur un horizon journalier : c’est la même variable de productible
PV horaire qui est considérée quelque soir le jour de l’année. L’examen des différentes distribu-
tions ne pousse pas non plus pour l’utilisation de fonctions paramétriques. En effet, la figure 3.3b
montrant l’histogramme des réalisations observées, ne permet pas non plus d’identifier une loi
paramétrique usuelle pour chaque des distributions.

Quand bien même ces distributions pourraient être approchées par une fonction paramétrique,
il paraît illusoire de considérer et décrire les variables avec cette granularité temporelle : un seul
type de loi de probabilité pour la production PV quelque soit la saison ou la journée. Cela occulte-
rait la réalité de la complexité des phénomènes météo à l’origine du productible PV : l’évolution
de leur variabilité a lieu aussi bien au fil de l’année que d’une même journée (couverture nuageuse,

2. On note 1(.) la fonction indicatrice qui vaut 1 ou 0 selon l’état (vrai ou faux) de l’expression logique entre
parenthèses
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Chapitre 3. Caractérisation de l’aléa PV : de la prévision à la loi multivariée

(a) Distribution globale des observations (b) Distributions horaires des observations

FIGURE 3.3 – Distributions des observations de production PV(normalisées pour obtenir une ap-
proximation de la densité de probabilité) 3

course du soleil, température de l’air, vitesse du vent).
Opter pour des distributions paramétriques occulte donc la variété des formes possibles des

fonctions de distribution et n’exploite pas toute l’information présente à travers les prévisions pro-
babilistes. Nous avons donc choisi de se focaliser sur une approche non-paramétrique permettant
d’obtenir une représentation empirique de la fonction de répartition.

Pour obtenir une représentation de la fonction de répartition on pourrait effectuer, en première
approche, une interpolation linéaire entre les points formés par les quantiles (voir figure 3.4a).
Cette approximation s’avère peu satisfaisante car elle revient à considérer une juxtaposition de
lois uniformes, que l’on peut observer facilement si on s’intéresse à sa densité de probabilité
associée estimée par tirage qui en résulte (voir figure 3.4b). De plus certains quantiles peuvent
parfois être très proches voire égaux pour un même niveau (voir figure 3.4c). Cela mènerait à des
accumulations suspectes de valeurs si l’on tirait des scénarios à partir de cette distribution (voir
autour de 30 kW, figure 3.4d). L’interpolation mise en place par la suite a donc vocation à lisser la
fonction de répartition empirique recherchée pour limiter l’impact du bruit statistique associé aux
données disponibles.

3.1.3 Support des fonctions de répartition marginales

La première étape de la démarche consiste à définir l’ensemble de définition de la variable étu-
diée et donc du support de la fonction de répartition à approximer. Si une variable aléatoire réelle
est bornée alors, d’après la définition du quantile (voir A.2), les bornes inférieure et supérieures de
son support vont respectivement correspondre aux quantiles de niveau 0% et 100%. On écrit donc
de façon générale pour chaque fonction de répartition :

F : [Xmin,Xmax]→ [0,1] (3.2)

3. soit i, l’indice de classe, ci l’effectif de classe, wi la largeur de classe et N l’effectif total, la valeur vi de classe
est donnée par vi =

ci

N ·wi
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3.1. Construction des lois marginales à partir de prévisions probabilistes

(a) Liste quantiles de la puissance PV (b) Distribution des valeurs la puissance PV tirée
selon la FdR (a)

(c) Liste quantiles de la puissance PV (avec
quantiles égaux)

(d) Distribution des valeurs la puissance PV tirée
selon la FdR (c)

FIGURE 3.4 – Illustration de l’approximation de fonction de répartition par interpolation linéaire
par une liste de quantiles et tirage aléatoire associé)
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Chapitre 3. Caractérisation de l’aléa PV : de la prévision à la loi multivariée

La liste des quantiles est finie et il est difficile d’estimer les quantiles dont le niveau est voisin
de 0% et 100%. La première étape va donc être de déterminer les bornes de la distribution, soit
faire une extrapolation, avant d’interpoler la courbe pour la ré-échantilloner.

a) Extremas du support de la distribution : extrapolation

Dans le cas étudié, les quantiles sont fournis la plupart du temps sur l’intervalle [1%,99%]
donc pas sur le support complet de la fonction de répartition. En effet en probabilité, il est par
définition (on étudie des variables aléatoires), compliqué d’atteindre un degré de certitude total
(0% ou 100%) correspondant aux bornes inférieure ou supérieur de la distribution. Cela signifierai
qu’on est certain qu’aucune réalisation de la variable aléatoire ne sera respectivement inférieure
ou supérieure. Définir ses bornes revient à faire une hypothèse très forte sur la variable aléatoire
étudiée. Le processus d’extrapolation est donc à la fois nécessaire et délicat. Pour l’étude du pro-
ductible PV, la physique peut nous aider dans cette tâche. En effet la puissance électrique produite
par une centrale est bornée de façon assez simple :

• Sa borne inférieure est PPV,min = 0 W

• Sa borne supérieure peut-être approchée grâce à un historique de données

Maintenant que le support de la fonction de répartition est clairement défini, on va pouvoir
s’attacher à interpoler numériquement sa courbe : c’est a dire faire coïncider la fonction à estimer
avec une équation de fonction plus simple. Cela permet d’avoir une nouvelle représentation de la
fonction de répartition et de l’utiliser pour certaines opérations.

b) Ré-échantillonnage de la variable

L’interpolation permet d’effectuer un ré-échantillonage de la variable afin d’obtenir un échan-
tillon uniformément réparti sur son ensemble de définition. Pour cela, une interpolation spline est
utilisée : la fonction sera considéré comme polynomiale par parties [157], l’objectif étant d’ob-
tenir une courbe lisse et régulière. Ici les points de la prévision probabiliste, les couples quantile
et niveau de quantile, sont donc considérés comme des points de la fonction de répartition et on
cherche les paramètres des polynômes approchant le mieux chaque segment formé par la liste de
quantiles.

Si ce processus est efficace pour obtenir une courbe avec les caractéristiques de continuité
et dérivabilité désirées, il ne respecte pas une propriété essentielle de la fonction de répartition :
la monotonicité. Une autre méthode a donc été mise en place pour approximer la fonction de
répartition, tout en corrigeant les problèmes du processus précédent.

c) Estimation par noyau

L’estimation par noyau est une méthode d’estimation de densité de probabilité. Elle ne permet
donc pas d’obtenir directement la fonction de répartition mais il est possible de passer de l’une
à l’autre en utilisant le lien entre les deux fonctions (voir définition A.3 et propriété A.1). Avec
un échantillon à disposition et en connaissant son support, on va donc chercher l’expression de la
fonction de densité de probabilité.

Cette méthode est une généralisation de la méthode d’estimation par histogramme à partir d’un
échantillon de taille N : (x1, . . . ,xN) d’une variable aléatoire X , dont l’écueil principal est qu’elle
donne une représentation discontinue de la densité. Cependant, à la place d’utiliser des intervalles
et de compter les valeurs qui s’y trouvent, la méthode d’estimation par noyau permet d’assurer la
continuité de l’estimation en utilisant une somme de noyaux de densité. La densité de probabilité
au point x est ainsi estimée avec les valeurs de l’échantillon la fenêtre choisie et le noyau :

f̂h(x) =
1

Nh

N

∑
i=1

K
(

x− xi

h

)
(3.3)
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Plus x sera proche de la valeur de l’échantillon xi, relativement à la fenêtre h choisie, plus le noyau
lui donnera une importance dans l’estimation de la densité. Deux paramètres sont importants dans
cette méthode :

• Le noyau K, dans la plupart des cas c’est la densité d’une fonction gaussienne standard qui
sert de noyau :

K(x) =
1√
2π

e−
1
2 x2

• La fenêtre h. Ce paramètre est crucial, car il va influer de façon importante sur la forme de
la fonction. Si il est trop grand, la fonction sera trop lissée et des informations perdues, si il
est trop petit la fonction sera trop détaillée par rapport un bruit statistique de l’échantillon
(voir figure 3.5). Dans notre cas, le choix s’est porté sur la valeur la plus souvent utilisée
dans l’état de l’art qui est un multiple de l’écart-type estimé de l’échantillon [158].

Cette méthode est illustrée par la figure 3.5a, où l’on peut voir à l’uvre le principe de l’esti-
mation par noyau. Dans ce cas, l’échantillon est réduit à six valeurs qui forment autant de noyaux
gaussiens, la courbe bleue, somme des noyaux, montre le résultat de l’estimation de la densité de
probabilité. Dans notre cas ce sont les interpolations obtenues à l’étape précédentes (voir 3.1.3.b)
qui sont utilisées comme échantillon de la densité. On passe ensuite de la densité à la fonction de
répartition de façon triviale en intégrant la densité de probabilité sur un intervalle (voir figure 3.6
qui présente les deux fonctions).

(a) Fonction de densité estimée
par noyau - fenêtre choisie

(b) Fonction de densité estimée
par noyau - grande fenêtre

(c) Fonction de densité estimée
par noyau - petite fenêtre

FIGURE 3.5 – Illustration du principe de l’estimation par noyau pour différentes fenêtres sur un
échantillon réduit

3.1.4 Contruction des lois marginales empiriques

La méthode a été appliquée sur l’ensemble des données à disposition. Ainsi, autant de fonc-
tion de répartition ont été estimées que de liste de quantiles disponibles. Certains résultats sont
présentés figure 3.6. La figure présente deux graphiques pour chaque prévision : un avec l’estima-
tion de la densité de probabilité (dessus) et un autre avec la fonction de répartition correspondante
(dessous). Ce dernier montre la liste de quantile initiale qui sert de première approximation à la loi
de probabilité ainsi que la fonction de répartition lissée issue de notre méthode. Le premier quant
à lui illustre l’approximation de la densité de probabilité issue de la liste des quantiles ainsi que
celle issue de l’estimation par noyau.

Sur les trois première figures, trois intervalles de la même journée sont représentés. La pre-
mière observation manifeste est que les distributions ont des formes très variées même au sein de
la même journée, ces résultats corroborent l’hypothèse d’utiliser une approche non-paramétrique.
On retrouve en annexe des figures complémentaire présentant plus de distributions et illustrant la
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variété de leurs formes, étayant notre parti pris (voir figure B.2 pour une journée entière et figure
B.3 pour le même intervalle horaire considéré lors de différents mois de l’année). Ensuite si l’on
observe en détail les densités, on peut facilement se rendre compte que la méthode est efficace
pour réduire le bruit induit par la première approximation : les fonctions en orange apparaissent
bien plus régulières, on ne remarque pas de pics de densité inopportuns.

La seconde partie de la figure présente différents cas particuliers. En premier lieu (figure 3.6d),
on observe le même intervalle de temps que la figure précédente (figure 3.6c), cependant la liste
des quantiles initiale a été modifiée pour que certains quantiles soient égaux (du niveau 30% à
50%), ce qui peut arriver lors de l’élaboration des prévisions. On note que cette anomalie ne gêne
pas le processus d’estimation de la loi de probabilité de la variable même si le résultat obtenu
diffère légèrement du cas avec tous les quantiles distincts. La méthode permet en tout cas de gom-
mer l’anomalie statistique des quantiles égaux qui causerait une accumulation de valeurs lors d’un
tirage (voir section 3.1.2). Les graphiques suivants (figure 3.6e) présentent toujours le même inter-
valle de temps mais cette fois la liste des quantiles disponibles a été réduite de moitié (10 quantiles
disponibles au lieu de 21). Cette réduction du nombre de quantiles n’impacte pas non plus beau-
coup l’estimation de la loi de probabilité de la variable concernée : les formes des fonctions restent
très similaires. Pour finir, un dernier intervalle est présenté, le problème de ce cas se trouve sur les
bornes de la fonction de répartition estimée. En effet, si on regarde la réalisation de la variable, on
peut voir qu’elle n’est pas dans le domaine de définition de la fonction estimée (voir figure (figure
3.6f)). Cela pose un problème pour obtenir l’image de la mesure par la fonction de répartition.
Heureusement ce cas de figure reste marginal dans cette étude (274 cas sur 21 515, 1,3%). Il est
normal d’avoir des difficultés pour modéliser les queues de distributions, en effet elles représentent
des évènement très rares et donc difficiles à "capturer" statistiquement (voir section 3.1.3.a).

3.1.5 Contrôle de l’obtention des pseudo-variables

Pour examiner la transformation de l’espace de la variable à celui des pseudos-variables, étape
essentielle de notre processus (II), une méthode de contrôle été mise en place. Cette opération
utilisant la fonction de répartition, elle est donc aussi vérifiée par extension. Ce contrôle est pos-
sible en croisant des historiques de mesures, i.e. de réalisations des variables, et de fonction de
répartition des variables correspondantes, obtenues à partir de prévisions.

En obtenant l’image de la réalisation par la fonction de répartition et en utilisant le théorème de
la réciproque (voir section II). Selon le théorème, la distribution issue de cette transformation est
uniforme. Ainsi si on trace l’histogramme de l’ensemble de ces mesures transformées, on devrait
obtenir une distribution uniforme.

La figure 3.7 nous montre les résultats de cet exercice et illustre que la méthode est satis-
faisante : le croisement des données (mesures et prévisions) présente donc bien les propriétés
attendues. On peut néanmoins émettre quelques réserves pour la représentation des valeurs dont
la probabilité est supérieure à 96% et pour celles inférieures à 2% (les queues de distribution).

Cette première étape étant maîtrisée et validée, elle ouvre la possibilité de la seconde, à savoir
la détermination d’un modèle de corrélation.

3.2 Caractérisation d’un modèle de corrélation

Jusqu’alors, le productible PV potentiel sur l’horizon étudié a été considéré comme un vecteur
de variables indépendantes. Or, dans les faits, la réalisation et l’erreur de prévision de ces variables
montrent une corrélation [159]. Cette corrélation observée est intuitivement liée au conditions
météorologiques : entre deux pas de temps rapprochés la météo a des chances d’être similaire,
cette section propose d’explorer cette dépendance avec la notion de copule.

Le choix a été fait de calculer un modèle de corrélation sur l’ensemble des données : peu
importe le mois ou la saison, le modèle de corrélation est annuel. De plus le modèle de corrélation
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(a) 04/04/2019 - entre 8h et 9h (b) 04/04/2019 - entre 11h et 12h (c) 04/04/2019 - entre 13h et 14h

(d) 04/04/2019 - entre 13h et 14h
(avec quantiles égaux)

(e) 04/04/2019 - entre 13h et 14h
(avec quantiles manquants)

(f) 02/09/2019 - entre 10h et 11h

FIGURE 3.6 – Exemple d’estimation de lois de probabilité (densité de probabilité et fonction de
répartition) pour différents intervalles
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FIGURE 3.7 – Histogramme des mesures transformées sur l’horizon de test

a été calculé de façon horaire sur un horizon de 48h, ce qui est justifié par l’horizon considéré par
la planification (ref chapitre 3).

3.2.1 La notion de corrélation

Montrer une corrélation, ou la non-indépendance, entre deux variables X et Y peut se faire
de multiples façons. La façon la plus commune est d’étudier le coefficient linéaire de corrélation
ρXY ou ρ , défini comme le rapport de la covariance (voir définition A.4) et du produit de leurs
écart-types respectifs :

ρ =
Cov(X ,Y )

σX σY
=

E(XY )−E(X)E(Y )
σX σY

(3.4)

Ce coefficient est nombre réel compris entre -1 et 1. Deux variables indépendantes auront
une corrélation linéaire nulle (ρ = 0) mais la réciproque n’est pas vraie : une corrélation nulle
n’entraîne pas forcément l’indépendance. Plus la valeur absolue de ce coefficient s’approche de 1,
plus la corrélation linéaire est forte.

Pour le vecteur aléatoire étudié dans ces travaux (X1,X2, ,Xk, ,XK), on peut introduire la notion
de matrice de corrélation, dont les éléments i, j peuvent être exprimés ainsi :

ρi, j =Cor(Xi,X j) =
Cov(Xi,X j)

σX σY

Cette matrice, dont les termes sur la diagonales sont égaux à 1, est carré d’ordre K, symétrique et
semi-définie positive 4 [152].

Estimation de ρ

A partir d’échantillons on peut estimer ce coefficient de corrélation :

ρ̂ =
σ̂XY

σ̂X σ̂Y
(3.5)

4. Se dit d’une matrice réelle symétrique dont la forme bilinéaire associée est positive ou nulle.

70



3.2. Caractérisation d’un modèle de corrélation

avec

σ̂XY =
1

N −1

N

∑
i=1

(xi − x̄) ·(yi − ȳ)

σ̂X =

√
1

N −1

N

∑
i=1

(xi − x̄)2 et σ̂Y =

√
1

N −1

N

∑
i=1

(yi − ȳ)2

x̄ =
1
N

N

∑
i=1

xi et ȳ =
1
N

N

∑
i=1

yi

Ce coefficient a été calculé entre deux variables de notre jeu de données : la puissance PV
moyenne produite entre 11h et 12h et celle entre 12h et 13h. Le coefficient de corrélation linéaire
obtenu valait 0,906, ce qui traduit une forte corrélation entre les deux variables. La figure 3.8,
montrant les réalisations de ces deux variables l’une en fonction de l’autre, illustre bien la valeur
de ce coefficient de corrélation : le nuage de points formé semble plutôt suivre la forme d’une
droite.

FIGURE 3.8 – Nuage de points des puissances PV entre 11h et 12h et entre 12h et 13h

Cette corrélation entre les mesures de la puissance PV entre 11h et 12h et entre 12h et 13h
n’est pas surprenante et explicable : entre deux intervalles horaires la puissance produite par la
centrale PV a peu de chance de beaucoup changer, les réalisation seront donc liées. La position du
soleil dans sa course a peu varié, si il faisait beau (bon l’ensoleillement), il y a de grandes chances
que cela soit aussi le cas pour l’intervalle suivant et inversement avec un mauvais ensoleillement.
On remarque plus de dispersions pour les puissances moyennes (entre 50 et 150 kW), lorsque le
temps est incertain.

Si cette corrélation peut facilement être interprétée, elle n’est pas exploitable pour notre étude.
En effet, on ne connait pas les loi de probabilité des variables sur ces intervalles annuellement mais
seulement individuellement pour chaque horizon journalier (cf. section 3.1.4). La notion de copule
va permettre de se donner un cadre pour étudier les corrélations entre les variables considérées tout
en considérant leurs fonction de répartition propres.
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3.2.2 Présentation de différentes copules et méthodes de caractérisation

Comme décrit dans la présentation de la méthode section II, c’est grâce à un objet mathéma-
tique particulier, la copule, que la corrélation entre variables est ici modélisée. Afin de caractériser
ses paramètres, il faut un échantillon significatif de réalisations des marginales de la copule, ce qui
va permettre l’inférence statistique.

a) Copule gaussienne

Pour se rendre compte de ce qu’est une copule, l’exemple de la copule gaussienne est présenté
ci-dessous figure 3.9. La copule gaussienne a une fonction de répartition dont les marginales Uk
sont définies sur [0,1] et suivent la loi uniforme (Uni f [0,1]) ainsi que la relation suivante pour
d dimensions (avec Φ−1 l’inverse de la fonction de répartition de la loi normale standard 5 et ΦΣ

l’inverse de la fonction de répartition de la loi normale multivariée N (0,Σ)) :

CΣ(U1, . . . ,UK) = ΦΣ(Φ
−1(U1), . . . ,Φ

−1(UK)) (3.6)

La fonction de répartition de la copule gaussienne bivariée pour un coefficient de corrélation
ρ (Σ =

( 1 ρ

ρ 1

)
) est représentée figure 3.9a. On intuite que chaque marginale est bien uniforme sur

l’intervalle [0,1], en repérant la linéarité de la fonction de répartition de Uni f [0,1] sur cette figure.
La densité de probabilité correspondante à cette fonction de répartition est montrée figure 3.9b
et permet de mieux appréhender la structure de dépendance de ce type de copule. Finalement, le
tirage d’un échantillon selon cette copule représente encore mieux la corrélation entre les deux
dimension de la copule gausienne (figure 3.9c).

(a) Fonction de répartition (b) Densité de probabilité (c) Nuage de points - Tirage
d’échantillon selon la copule

FIGURE 3.9 – Copule gausienne bivariée de paramètre ρ = 0,7

Si l’on se penche de plus près sur l’expression de la copule gaussienne (équation 3.6), on peut
remarquer que chaque variable marginale Uk est transformée via la fonction de répartition inverse
de la loi normale standard. D’après le théorème de la réciproque (voir section II), la variable
Φ−1(Uk) suit alors la loi normale standard N (0,1). Ces dernières sont ensuite transformées de
nouveau via la fonction de répartition de la loi gaussienne multivariée N (0,Σ) et repassent dans
l’espace uniforme [0,1] pour chacune des marginales tout en appliquant la corrélation contenue
dans Σ et représentée figure 3.10.

Une copule de dimension K peut donc être vue comme une généralisation du théorème de la
réciproque en multivarié, permettant de capturer la structure de dépendance d’une loi multivariée
donnée dans l’espace uniforme [0,1]K .

5. Appelée fonction probit : Φ−1 : ]0,1[→ R
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(a) Fonction de répartition (b) Densité de probabilité (c) Nuage de points - Tirage
d’échantillon selon la loi

FIGURE 3.10 – Loi gausienne bivariée de paramètre ρ = 0,7

Pour la copule gaussienne, l’unique paramètre que l’on cherche est donc la matrice de variance-
covariance Σ. Cependant, pour estimer les paramètres de cette copule à partir des échantillons des
variables considérées (XT ), il va d’abord falloir passer dans l’espace de la copule (ZT ).

Passage dans l’espace de la copule

Grâce à l’estimation de la fonction de répartition des variables et à chaque réalisation corres-
pondante, on est capable de passer dans l’espace des pseudo-variables pour obtenir des échan-
tillons du vecteur aléatoire YT (transformation 1 , voir équation 3.7 et section II). Chaque dimen-
sion du vecteur YT correspond alors à une distribution marginale de la copule. On utilise ensuite,
selon la copule, la fonction de répartition inverse (pour la gaussienne la fonction Φ−1) pour ainsi
ainsi obtenir l’échantillon de ZT désiré dans le bon espace (transformation 2 ).

x1
1, . . . x1

K
...

...

xM
1 , . . . xM

K

 1→


y1

1, . . . y1
K

...
...

yM
1 , . . . yM

K

 2→


z1

1, . . . z1
K

...
...

zM
1 , . . . zM

K

 (3.7)

L’échantillon multi-dimensionnel de ZN dans l’espace de la copule gaussienne permet alors
d’estimer la matrice de variance-covariance. Comme l’écart type des loi marginales est unitaire,
cette matrice sera égale à la matrice de corrélation :

∀(i, j),σi = 1,σ j = 1 ⇒
Cov(Zi,Z j)

σiσ j
= ρ (3.8)

La méthode pour estimer cette matrice de corrélation a été décrite précédemment (voir 3.2.1).

b) Copule t-Student

La copule t-Student est à l’instar de la copule gaussienne une copule elliptique (les contours
de la densité de loi à la quelle elles sont reliées sont elliptiques voir figure 3.10c). Son expression
est la suivante :

CΣ,ν(U1, . . . ,UK) = tΣ,ν(t−1
ν (U1), . . . , t−1

ν (UK)) (3.9)

avec Σ, la matrice de variance-covariance et ν , le degré de liberté. La densité de probabilité de
cette copule ainsi qu’un échantillon sont représentés figure 3.11.

Le paramètre ν peut être estimé par la méthode du maximum de vraisemblance [160], voir
paragraphe ci-dessous. La matrice Σ est, elle, estimée comme pour la copule gaussienne une fois
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que le paramètre ν est obtenu. En effet, sans ν̂ , on ne peut pas utiliser la réciproque t−1
ν de la

fonction de répartition pour effectuer la transformation de l’échantillon.

FIGURE 3.11 – Densité de probabilité et échantillon de la copule Student bivariée

Estimation de paramètres par maximum de vraisemblance

Cette technique permet d’estimer un paramètre d’une loi statistique grâce à des observations.
Le choix de ce paramètre est fait en maximisant la fonction de vraisemblance, qui décrit la plausi-
bilité (sous la forme d’une probabilité) d’une réalisation du vecteur aléatoire observé étant donné
la valeur du paramètre à estimer. La vraisemblance L s’exprime donc en fonction d’une observa-
tion x et du paramètre θ et est égale à la densité de X au point x : L(θ | x) = fθ (x). De façon
générale on va utiliser un échantillon de plusieurs observations (x1, . . . ,xn) pour cette estimation,
la fonction de vraisemblance globale s’écrit alors comme le produit des vraisemblances de chaque
réalisation :

L(x1, . . . ,xn;θ) = fθ (x1)× . . .× fθ (xn) =
n

∏
i=1

fθ (xi) (3.10)

Pour un échantillon donné (x1, . . . ,xn), on va donc chercher à maximiser la fonction L pour que
les probabilités des observations soient également maximum. Ainsi on prendra comme estimation
de θ , la valeur qui maximise la fonction de vraisemblance, voir équation 3.11 [152], [161].

sup
θ

L(x1, . . . ,xn;θ) = L(x1, . . . ,xn; θ̂) (3.11)

Cette méthode du maximum de vraisemblance est asymptotiquement sans biais et convergente,
mais nécessite donc un échantillon de grande taille pour être valide.

c) Copules Archimédiennes

Les copules archimédiennes se différencient des copules gaussiennes par leur expression. En
effet ces copules n’ont qu’un seul paramètre permettant de caractériser la dépendance entre les va-
riables, nommé θ . De plus, leur fonction de répartition admet une formulation explicite, exprimée
à l’aide d’un générateur, appelé ψ . Leur forme générale se présente selon l’équation 3.12 :

C(U1, . . . ,UK ;θ) = ψ
[−1] (ψ(U1;θ)+ · · ·+ψ(UK ;θ);θ) (3.12)

Seuls 3 types de copules archimédiennes ont été considérées et sont présentées dans le tableau
3.1 ci-dessous.

74



3.2. Caractérisation d’un modèle de corrélation

Type Paramètre θ Générateur ψθ (t) Réciproque du générateur ψ
−1
θ

(t)

Clayton θ ∈ [−1,+∞]\{0} 1
θ
(t−θ −1) (1+θ t)−1/θ

Frank θ ∈ R\{0} − log
(

exp(−θ t)−1
exp(−θ)−1

)
− 1

θ
log(1+ exp(−t)(exp(−θ)−1))

Gumbel θ ∈ [1,+∞] (− log(t))θ exp
(
−t1/θ

)
TABLEAU 3.1 – Différents types de copules archimédiennes et leur caractéristiques

(a) Densité de probabilité et
échantillon de la copule Clayton
bivariée

(b) Densité de probabilité et
échantillon de la copule Frank bi-
variée

(c) Densité de probabilité et
échantillon de la copule Gumbel
bivariée

FIGURE 3.12 – Exemple de différentes copules archimédiennes bivariées
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Le paramètre à estimer pour chacune de ces copules est aussi obtenu par la maximisation d’une
fonction de vraisemblance, (voir paragraphe 3.2.2.b ci-dessus). Leurs densités de probabilité et un
échantillon sont représentés figure 3.12 pour un paramètre donné.

3.2.3 Résultats de la caractérisation et comparaison des copules

La paramétrisation des différentes copules est effectuée selon les méthodes décrites ci-dessus
et grâce à un échantillon de mesures pour 770 prévisions portant sur un vecteur de 48 variables
(horizon de prévison de 48h).

a) Résultats de la caractérisation

Copule gaussienne

Pour la copule gaussienne, la matrice de corrélation obtenue est présentée figure 3.13. Cette
matrice montre l’existence d’une assez forte corrélation intra-journalière et particulièrement sur
les intervalles voisins entre 9h et 14h où le coefficient de corrélation monte jusqu’à 0,72. La
corrélation inter-journalière ne semble pas significative excepté entre les variables du matin (entre
7h et 8h) et du soir (entre 18h et 19h) à 24h d’intervalle où elle monte jusqu’à 0,4. Naturellement
les coefficients de corrélation pour les variables concernant les heures de la nuit sont nulles (la
puissance PV a 100% de chances d’être nulle pour chaque variable).

FIGURE 3.13 – Matrice de corrélation de la copule gaussienne

Copule Student

La figure 3.14 montre la matrice de corrélation caractérisant la copule Student. L’autre para-
mètre de cette copule (ν , les degrés de liberté) a été estimé à 7,33. Les coefficients de la matrice
sont très proches de ceux de la copule gaussienne, on y retrouve les mêmes tendances sur les cor-
rélation entre variables. Les coefficients sont cependant globalement légèrement supérieurs : 0,78
au lieu de 0,72 au maximum par exemple.

76



3.2. Caractérisation d’un modèle de corrélation

FIGURE 3.14 – Matrice de corrélation de la copule Student

L’estimation des paramètres de ces deux copules montre bien l’existence de corrélations tem-
porelles entre les variables considérées et donc la nécessité de se doter d’un modèle permettant
la prise en compte cette dépendance dans l’espace de la copule. De façon générale, l’interpréta-
tion de ces matrices estimées est que les probabilités de réalisation du productible PV (i.e. leurs
images par leurs fonctions de répartition, vecteur YT ) sont liées entre deux intervalles de temps
et particulièrement entre horaires voisins. D’un point de vue météorologique, on peut interpréter
cela par le fait que si une tendance s’installe, par exemple une perturbation nuageuse qui fait que
l’image du productible PV attendu par sa fonction de répartition est petite, elle aura des chances
de continuer sur l’intervalle d’après. Les images des variables temporelles voisines étant corrélées,
le productible sera avec plus de probabilité dans les niveaux de quantiles inférieurs.

Copules archimédiennes

Pour cette famille de copule, les résultats de l’estimation sont renseignés dans le tableau 3.2
ci-dessous. Le paramètre estimé pour ces copules détermine une corrélation assez faible dans cha-
cun des cas. Dans l’espace des copules archimédiennes, les variables étudiées ne montrent pas
de structure de dépendance significative. Cela peut être expliqué par la nature même de ses co-
pules : elle n’ont qu’un seul paramètre pouvant modéliser la dépendance entre toutes les variables
considérées (30 ici en ne comptant pas les variables concernant la nuit). Le fait d’avoir un para-
mètre général pour toutes les variables semble gommer la dépendance étudiée, qui semble ici être
significative par paires et entre variables voisines.
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Copulas Paramètre θ

Clayton 0,27

Frank 1,34

Gumbel 1,20

TABLEAU 3.2 – Paramètre estimé de chaque copule archimédienne

b) Capacité des copules à reproduire les observations

Une fois leurs paramètres estimés, il faut comparer les différentes copules étudiées. Pour cela
on défini 3 différents indicateurs de la qualité des modèles :

• Log-like : Cet indicateur découle de la méthode du maximum de vraisemblance, on cher-
chera à le maximiser.

Log− like = ∑ log(L)

• AIC (Aikake Information Criterion) : ce critère est basé sur l’arbitrage à faire entre le
nombre de paramètre du modèle qui pourrait permettre l’augmentation de la vraisemblance
et la parcimonie qui stipule qu’il faut décrire les données avec le moins de paramètres pos-
sible (éviter le sur-entrainement). On cherchera à minimiser sa valeur le plus possible.

AIC = 2k−2ln(L)

• BIC (Bayesian Information Criterion) : Le BIC pénalise plus fortement le nombre de para-
mètres que l’AIC et ajoute la taille de l’échantillon comme grandeur. Tout comme l’indica-
teur précédent, plus sa valeur est faible mieux la copule reproduira les données observées.

BIC =−2ln(L)+ ln(M)k

avec k le nombre de paramètres à estimer, M le nombres d’observations dans l’échantillon et
L le maximum de vraisemblance.

Selon les indicateurs définis, les copules elliptiques et en particulier la copule de Student sont
les plus à même de modéliser la corrélation entre variables (voir Tableau 3.3 ci-dessous).

Copulas Log Likelilhood AIC BIC

Student 3 897 - 7 409 - 6 771

Normal 3 445 - 6 507 - 5 872

Gumbel 973 - 1 944 - 1 940

Clayton 926 - 1 851 - 1 846

Franck 846 - 1 691 - 1 686

TABLEAU 3.3 – Indicateurs de score obtenus pour chaque type de copule paramétrée

Pour résumer cette section sur le modèle de corrélation, nous sommes passés dans trois espaces
différents :

• L’espace du vecteur XT , où on trouve l’information portée par la prévision.

• L’espace du vecteur YT dont les éléments sont corrélées et font le lien entre XT et ZT .

• L’espace du vecteur ZT qui porte le modèle et la forme de la corrélation.
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3.3 Conclusions, limites et perspectives

Ce chapitre nous a permis de détailler une méthode générique permettant de caractériser l’aléa
PV. Ainsi, à partir de données, nous avons pu obtenir une prévision probabiliste permettant par la
suite d’estimer les distributions suivies par les variables marginales étudiées. Par la suite, grâce à
la notion de copule, nous avons pu modéliser la dépendance entre ces variables.

Dans notre cas, les variables d’études forment un horizon temporel de 48 heures soit 48 va-
riables aléatoires. Une des limites est que nous considérons que pour tous les horizons temporels
d’une année, le modèle de corrélation est le même. Or, si nous avons trouvé des valeurs signi-
ficatives de dépendance, rien ne garantit qu’il n’existe pas de meilleurs modèles pour la décrire.
On pourrait notamment imaginer un modèle qui changerai au fil de l’année voire en fonction du
type de météo attendu : ciel dégagé ou temps instable, les dynamiques météorologiques étant très
différentes en fonction des journées.

L’approche choisie est de modéliser une corrélation avec des lois paramétriques, il aurait éga-
lement été possible de déterminer une copule non-paramétrique empirique mais les données dis-
ponibles n’étaient pas suffisantes pour obtenir des résultats statistiquement valides. Pour explorer
d’autres pistes et améliorer notre modèle de corrélation, il est envisageable d’utiliser les copules
de vine, qui permettent de modéliser les corrélations deux à deux des variables mais peuvent aussi
relier certaines dépendances elles-mêmes [162]. Cela pourrait être judicieux car on a vu que c’est
entre variable voisines que la dépendance était forte.
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4
Génération d’un ensemble de réduit de scénarios

Ce chapitre traite de notre méthode de génération d’un ensemble de
scénario ainsi que de la réduction de sa cardinalité. Les différents
paramètres de la réduction sont discutés et un indicateur permettant
de quantifier cette réduction est présenté.
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Chapitre 4. Génération d’un ensemble de réduit de scénarios

Les trois précédentes étapes détaillées au chapitre précédent, à savoir le traitement de la prévi-
sion probabiliste, les changment d’espaces et la définition d’un modèle de corrélation, permettent
désormais de générer des ensembles de scénarios à partir des informations à notre connaissance
matérialisées par la loi multivariée suivie par les variables considérées. Nous verrons donc com-
ment générer et vérifier que les scénarios obtenus ont les propriétés attendus (étapes 4 et 5 ).
Ensuite nous étudierons deux méthodes de réduction afin de sélectionner la plus appropriée aux
ensemble de scénario de production PV puis nous détaillerons l’influence des paramètres de la
réduction, comme le nombre de scénario final.

4.1 Génération de scénarios

4.1.1 Méthode de tirage de scénarios

L’objectif est ici d’obtenir des trajectoires pour toutes les variables de l’horizon considéré, i.e.
des échantillons du vecteur XT . Ces derniers devront posséder les propriétés statistiques que nous
avons à disposition :

• les loi marginales suivies par chacune des variables ;

• la loi conjointe, portée par une copule.

Vu les résultats de la section précédente (voir section 3.2.3.b), on se contentera de décrire la
méthode et les résultats de tirage pour les copules élliptiques uniquement (gaussienne et Student).

Le principe général du tirage de scénario a été décrit section II : en premier lieu, on souhaite
obtenir des échantillons du vecteur YT selon la copule considérée, dans l’espace des pseudos va-
riables. Dans un second temps, on utilise les fonctions de répartition empiriques pour transformer
les échantillons dans l’espace des variables.

Dans le cas spécifique de la génération par des copules elliptiques, on devra effectuer l’exact
inverse de la transformation qui a été faite pour la caractérisation de la dépendance car les échan-
tillons doivent passer par l’espace de la copule (voir la transformation équation 3.7, section 3.2.2.a).
Dorénavant, on va donc s’attacher à générer un échantillon de ZT , portant la dépendance spécifique
de la copule puis le transformer jusque dans l’espace de XT .

Pour générer un échantillon selon une copule elliptique, les étapes sont les suivantes :

1. Génération d’échantillons du vecteur Y ind
T selon la loi uniforme Uni f ∼ [0,1], dont les mar-

ginales sont indépendantes.

2. Passage dans l’espace de la copule grâce au théorème de la réciproque et aux fonctions de
répartition marginales de la copule pour obtenir Zind

T .

3. Transformation pour ajouter aux échantillons la dépendance présente dans la matrice Σ,
caractérisant la copule, pour obtenir ZT .

4. Passage dans l’espace des pseudos-variable pour obtenir YT .

Les deux premières étapes ayant déjà été traitées plus tôt dans ce manuscrit, on se propose
de décrire directement la suivante : la transformation de l’échantillon de Zind

T pour qu’il prenne en
compte la dépendance. Les copules gaussienne et Student partagent le même paramètre définissant
la corrélation entre leurs dimensions : la matrice de variance-covariance Σ, c’est à partir d’elle que
nous allons injecter la structure de dépendance dans l’échantillon considéré.

Factorisation de Cholesky

La matrice de variance-covariance Σ peut être factorisée grâce à la transformation de Cholesky
[163].
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4.1. Génération de scénarios

Définition 4.1 Soit A une matrice symétrique définie positive, la factorisation de Cholesky consiste
à décomposer A en deux matrices (L, une matrice triangulaire inférieure et LT , sa transposée) et
à déterminer L telle que :

A = LLT

Plusieurs algorithmes permettent facilement d’obtenir cette décomposition [164].

Échantillon selon la loi de la copule

Une fois la factorisation effectuée, il est possible d’utiliser L pour que chaque échantillon soit
transformé selon la dépendance choisie. Les échantillons suivront alors donc la loi multivariée liée
à la copule considérée [151], [165].

L’espérance de chaque marginale étant nulle, la transformation pour les variables dans chaque
dimension de la copule gaussienne multivariée est la suivante :

Zk = L ·Zind
k

Le vecteur ZT suit alors la loi de gaussienne multivariée N (0,Σ).
Pour le cas de la copule student multivariée, l’espérance est aussi nulle dans chaque dimension,

la transformation est donc :

Zk = L ·Zind
k ·
√

ν

U

avec la variable U suivant une loi du χ2
ν . Le vecteur ZT suit alors la loi de Student multivariée tΣ,ν .

Transformations finales de de l’échantillon selon la loi de la copule

L’échantillon de YT selon la copule est alors obtenu grâce à la fonction de répartition multi-
variée de la copule (pour rappel YT = F−1

C (ZT )). La finalisation de la génération de scénarios (i.e.
d’échantillons de XT ) est faite via la fonction de répartition inverse de chaque variable marginale.

4.1.2 Présentation de scénarios générés

La méthode de génération de scénarios concernant un horizon de prévision nécessite donc une
prévision probabiliste ainsi qu’un modèle de corrélation (voir section 3.2.3.a pour les paramètres
retenus). La figure 4.1 ci-dessous montre la prévision du 04/01/2019 et la figure 4.2 présente quant
à elle un exemple de quatre scénarios tirés aléatoirement selon les informations à notre disposition
sur les lois marginales et la loi coinjointe du vecteur XT .

Il est difficile de commenter un tel échantillon de scénario car il ne représentent à eux quatre
qu’une infime partie des trajectoires possible pour cette prévision. Il semble que la corrélation entre
les variables voisines soit bien prise en compte car nous observons une certaine proximité entre
les réalisations voisines (par rapport à leur positionnement dans la liste de quantiles). Cependant
il n’est pas possible de l’affirmer avec un échantillon si réduit. Il existe néanmoins des méthodes
pour juger de la qualité du tirage effectué, voir section 4.1.3 ci-dessous.

4.1.3 Vérification des scénarios

Maintenant que des exemples de scénarios ont été présentés, il est nécessaire de se poser
la question de savoir si ils possèdent les propriétés attendues. Pour cela, nous en avons tiré un
très grand nombre pour que l’ensemble soit bien représentatif des phénomènes que l’on souhaite
modéliser. C’est le principe de la génération par méthode Monte-Carlo, qui se base sur la loi des
grands nombres.
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FIGURE 4.1 – Prévision probabiliste du 04/01/2019 pour

(a) Scénario #1 (b) Scénario #2

(c) Scénario #3 (d) Scénario #4

FIGURE 4.2 – Exemples de scénarios pour la prévision du 04/01/2019
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La figure 4.3 présente la distribution des valeurs d’un million de scénarios en se focalisant
sur deux intervalles de temps : la puissance PV entre 10h et 11h et celle entre 11h et 12h (i.e.
deux variables voisines temporellement du vecteur aléatoire considéré). Cette figure nous permet
d’affirmer que les propriétés statistiques contenues dans la prévision probabiliste et dans le modèle
de corrélation sont bien respectées par l’ensemble de scénario généré pour cette prévision donnée.

FIGURE 4.3 – Distribution des valeurs de scénarios pour deux intervalles de temps (vue de côté et
de dessus)

Premièrement, les distributions des valeurs de chaque variable ont été comptabilisées indé-
pendamment l’une de l’autre et sont représentés sur la figure comme si elles étaient l’ombre de
la distribution bivariée, chacune projetée sur un plan. Ces deux distributions coïncident exacte-
ment avec les deux loi marginales obtenues à partir des prévisions probabilistes (voir figure 4.4) :
notre ensemble de scénario reproduit bien les propriétés des prévisions probabilistes. Finalement,
si on s’attarde sur la distribution bivariée, on peut clairement identifier une corrélation entre les
réalisations des variables. En effet, si l’on calcule le coefficient de corrélation linéaire entre les
deux variables on trouve une dépendance de 75%. Graphiquement la corrélation est assez claire,
on trouve une forte densité de valeurs entre 150 et 200 kW pour les deux variables. Ce pic est
expliqué non seulement par les deux densités de probabilité maximale qui sont maximales dans
cette intervalles mais aussi par le modèle de corrélation qui a été utilisé pour la génération. Si l’on
effectue la transformation de ces données jusque dans l’espace des copules (voir section 3.2.2.a),
on retrouve bien une valeur de ρ de 0,78 pour la dépendance dans cet espace, ce qui est bien fidèle
au modèle employé pour la génération (voir figure 3.14).

4.2 Réduction de scénarios

L’objectif de la réduction de scénarios est d’obtenir un nombre jugé raisonnable de scénarios,
plus petit qu’initialement. En effet, ces derniers, une fois générés, sont les paramètres d’entrée
d’un modèle d’optimisation pour la planification de micro-réseau (voir partie 6). Or la taille du
problème et sa difficulté à résoudre sous-jacente sont directement proportionnelles au nombre de
scénarios initial. Il faut donc limiter la cardinalité de l’ensemble de scénario que l’on va fournir au
processus de planification.

Cependant, pour avoir un échantillon de scénarios représentatif des lois marginales et de la
loi coinjointe suivies par le vecteur XT , il est nécessaire de tirer dans un premier temps un grand
nombre de scénarios (principe de la méthode Monte-Carlo, voir section 4.1.3). Il est donc in-
dispensable de faire un arbitrage entre un nombre de scénario significatif statistiquement et un
nombre réduit permettant de résoudre rapidement le problème de planification.

Dans notre cas, un ensemble de scénario, appelé S, est constitué de N scénarios, notés Sn, et
dont la somme des probabilités vaut un (∑N

n=1 πn = 1). Cet ensemble est censé représenter tous
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(a) Densité de probabilité entre 10h et 11h (b) Densité de probabilité entre 11h et 12h

FIGURE 4.4 – Distribution de la puissance PV estimée à partir de la prévision probabiliste pour
deux intervalles

les futurs possibles pour les variables considérées. Le tirage de la méthode de Monte-Carlo donne
un ensemble dont chacun des scénarios est équiprobable : il n’est pas possible d’affirmer que l’un
a plus de chances de réalisation qu’un autre. La probabilité de chaque scénario est donc assez
évidente à obtenir en utilisant la cardinalité de l’ensemble. Le but de notre méthode sera d’otenir
un échantillon de scénario réduit mais qui couvre toujours l’espace des probabilité (i.e. dont la
somme vaut un).

Il existe plusieurs techniques pour obtenir un ensemble de scénarios de cardinalité restreinte
qui conserve au mieux les propriétes de l’ensemble initial (voir section 1.5.2.d). Les deux ap-
proches étudiées sont une méthode heuristique et une méthode de partionnement ou regroupement
de données (communément dites de clustering, de l’anglais). De façon générale, ces méthodes sta-
tistiques visent à organiser un ensemble d’observations en groupes homogènes. Cette organisation
se base sur les similarités entre les observations, sans qu’il y ait eu de classification préalable. Dans
notre cas, on cherchera donc à regrouper les scénarios de l’ensemble initial et désigner un candidat
pour représenter chaque groupe, le nombre de groupes final correspondant à la cardinalité voulue.

4.2.1 Méthode heuristique

Dans un premier temps, cest l’approche de Dupacova et al. et Heitsch et al. [166], [167] qui a
été étudiée. Leur méthode heuristique est un algorithme permettant de regrouper des scénarios en
calculant une distance entre l’ensemble de scénario initial et le réduit afin de choisir le scénario
à éliminer en fonction des probabilités et de la proximité de leurs valeurs, estimée grâce à une
norme, voir ci-dessous équation 4.1. La probabilité de celui qui a été supprimé est alors affectée
au scénario le plus proche gardé dans lensemble.

Métrique de probabilité

La distance de Wasserstein ou de Kantorovich, notée dW , permet de mesurer une distance
entre deux ensembles qui possèdent des mesures de probabilité selon une norme donnée (ici la
norme euclidienne ‖ ·‖2).

dW (Si,Sr) = ∑
ω∈Si

{
π(ω) · ∑

ωr∈Sr

[π(ωr) ·‖ω −ωr‖2]

}
(4.1)
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Ici Si et Sr désignent respectivement les ensembles de scénarios initial et réduit, ω un scénario et
π sa probabilité associée.

On peut voir cette distance comme une estimation de la dégradation de l’information par rap-
port à l’ensemble initial, on supprimera donc à chaque itération de l’algorithme qui augmente le
moins cette distance.

Pour cette approche il existe différents algorithmes, en fonction de la réduction voulue et du
nombre initial de scénarios. Dans notre cas, la réduction d’un grand ensemble vers un très réduit,
on utilise l’algorithme « Forward ».

Cette méthode présente de nombreuses possibilités et avantages : d’une part elle permet une
approche rationnelle de la réduction au regard de la métrique choisie. De plus l’approche quanti-
tative permet de choisir certains paramètres intéressants qui n’ont pas été exploré ici :

• Choisir une distance relative de réduction plutôt qu’un nombre de scénario final.
• Faire de la construction d’arbre : cela permet de réduire le nombre de noeuds de l’arbre des

possible formé par les scénarios (i.e. réduire le nombre de variables aléatoires).

4.2.2 Méthode de clustering : k-médoïdes

Une autre méthode de regroupement a été testée pour la réduction de scénarios : la méthode
k-médoïdes [168]. Dans cette approche chaque groupe de scénarios est représenté par un médoïde,
qui fait lui-même partie du groupe. En statistique, un médoïde est défini comme un point central
d’un groupe d’observations. Il est l’élément du cluster qui minimise la somme des distances entre
lui-même et tous les autres points du groupe. Les étapes principales de la méthode k-médoïdes à
partir du choix du nombre de groupes à former (k) sont les suivantes [169] :

1. Initialisation : k éléments sont sélectionnés aléatoirement comme médoïdes initiaux.
2. Affectation des éléments aux médoïdes : chaque scénario est affecté au cluster dont le mé-

doïde est le plus proche. La distance entre éléments est calculée à l’aide de la norme eucli-
dienne.

3. Mise à jour des médoïdes : pour chaque cluster, le médoïde est mis à jour comme étant le
point du cluster qui minimise la somme des distances entre les points du cluster et lui-même.

4. Répétition des étapes 2 et 3 jusqu’à ce que les médoïdes ne changent plus, ou jusqu’à ce
qu’un nombre maximum d’itérations soit atteint.

On obtient ainsi k groupes de scénarios. À la différence de la méthode vue dans la section précé-
dente, l’algorithme ne prend pas en compte les probabilités de chaque scénario lors de ses itéra-
tions. C’est seulement une fois l’algorithme fini, lorsque que l’on somme le nombre de scénarios
dans chaque groupe que l’on peut définir la probabilité du médoïde représentant le cluster. Cette
méthode ne garanti pas l’optimalité de la solution fournie (le problème étant NP-difficile) mais
elle fourni des résultats très satisfaisants (voir ci-desous).

4.2.3 Résultats de la réduction

Le deux méthodes présentées ci-dessus ont été testées et comparées sur des ensembles de
scénarios générés à partir des prévisions probabilistes à notre disposition. La première chose que
nous regardons est le temps d’exécution des deux processus. Par la suite, nous avons cherché à
comparer les résultats des deux méthodes et à déterminer le nombre de scénario minimal à générer
puis nous nous sommes posé la question de l’impact de la cardinalité de l’ensemble réduit sur la
destruction de l’information statistique.

a) Temps d’exécution

Le temps d’exécution d’un algorithme est une composante cruciale de sa mise en uvre et de
son utilisation. En effet, un temps d’exécution trop long sera rédhibitoire dans certains cas. La
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figure 4.5 présente le temps d’exécution médian en fonction du nombre de scénarios initial pour
20 réductions vers un ensemble réduit de 10 scénarios.

FIGURE 4.5 – Comparaison des temps d’exécution des algorithmes de réduction de scénarios

Globalement, nous observons que la méthode k-médoïdes est significativement plus rapide
que l’autre méthode. À 10 000 scénarios de départ, la méthode heuristique a un temps d’exécution
médian de 20 s, ce qui est encore correct mais la méthode heuristique est toujours sous la seconde
et il lui faut 100 000 scénarios pour dépasser les 10s. Ce dernier algorithme est donc bien plus
rapide que la méthode de Dupacova et al., qui a un temps d’exécution réhibitoire au delà de 10
000 scénarios initiaux. La cardinalité de l’échantillon final affecte aussi le temps d’exécution,
mais pas dans l’ordre de grandeur de taille d’ensemble final que nous recherchons (N < 100), son
influence n’a donc pas été étudiée ici.

4.2.4 Comparaison des méthodes et nombre minimal de scénarios initial

Après avoir comparé les temps d’exécution, il est nécessaire de se poser la question des résul-
tats obtenus par ces algorithmes : les ensembles de scénarios réduits. Pour cela, on se dote d’un
indicateur permettant de quantifier la destruction d’information par chaque méthode.

Distance relative

Afin de pouvoir confronter des algorithmes de réduction, on utilisera la métrique qui a été dé-
finie plus haut (voir section 4.2.1). Cette métrique est calculée pour avoir la distance de Wassertein
(ou distance absolue de réduction) entre l’ensemble de scénario initial Si et le final Sr. On effectue
le ratio de cette dernière avec la distance de la réduction maximum que l’on pourrait effectuer :
celle vers un scénario, cela nous donne la distance relative dR. En effet, lorsque l’ensemble final
ne possède plus qu’un seul scénario S1, on peut dire qu’il n’est plus possible de supprimer plus
d’informations par rapport à l’échantillon initial. La mesure de distance de probabilité par rapport
au groupe de départ ne peut plus augmenter en supprimant d’autres scénarios à part si on choisi
un scénario représentant très mal l’ensemble, mais on s’attachera ici à choisir le meilleur possible.
On fait donc le rapport entre la quantité d’information effectivement perdue (représentée par la
distance dW (Si,Sr)) et la quantité que l’on pourrait perdre au maximum, dW (Si,S1).
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dR(Si,Sr) =
dW (Si,Sr)

dW (Si,S1)
(4.2)

Une distance relative nulle signifiera que l’on a effectué aucune réduction, tandis que plus on se
rapprochera de 100%, plus on aura perdu de l’information. Cette distance relative peut tout à fait
dépasser 100% dans le cas où l’ensemble de scénario final est très réduit et où les scénarios sont
des "mauvais" représentants, la distance absolue entre cet ensemble et l’ensemble initial pourrait
alors dépasser celle calculée par rapport à un unique et "bon" réprésentant.

Pour étudier cet indicateur, nous avons effectué 20 réductions avec chaque méthode pour dif-
férents nombre de scénarios initiaux. La figure 4.6 présente les résultats de ces réductions à travers
cet indicateur de distance relative pour un échantillon de 20 réductions pour chaque cardinalité de
départ et chaque méthode. Tout d’abord, les résultats des deux algorithmes étant très similaires
pour les mêmes données de départ nous considérons leurs résultats équivalents. Le temps d’exé-
cution de la méthode k-médoïdes étant bien plus rapide que la méthode heuristique, nous nous
restreindrons par la suite à utiliser les résultats de cet algorithme pour nos analyses.

FIGURE 4.6 – Comparaison du résultat de deux méthodes de réduction en fonction du nombre de
scénarios initial 1

La question du nombre de scénarios à tirer initialement sest ensuite posée. En effet, si il est
important de tirer un nombre de scénario important pour avoir une réprésentativité statistique, il
est aussi crucial pour le temps d’exécution de limiter la cardinalité de l’ensemble de scénarios
initial. Pour une cardinalité de 10 scénarios dans lensemble final, on observe sur la figure 4.6 que
la distance de probabilité est assez variable avant 10 000 scénarios (l’écart interquartile dépasse
les 1%), cela signifie que la cardinalité de l’ensemble initial n’est pas assez élevée. Après, 20 000
scénarios de départ, on remarque que la valeur médianne ne varie plus beaucoup, le résultat de
la réduction semble converger. Notre choix s’est donc porté sur un ensemble de scénarios initial
de 20 000 scénarios, qui semble un bon arbitrage entre représentativité, temps d’exécution et
convergence du résultat de la réduction (la distance relative).

1. Pour ce diagramme en boîte et les suivants, la médiane de l’échantillon est représentée par le milieu de la boîte.
Ses extrémités délimitent les quartiles inférieur (Q1) et supérieur (Q3), c’est donc également une mesure de l’écart
interquartile (EI). Le segment noir défini le maximum et le minimum des valeurs atypiques ([Q1−1,5×EI,Q3+1,5×
EI])
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4.2.5 Intérêt de la méthode

Cette mesure de distance relative permet également de justifier de l’intérêt de la méthode de
réduction de scénarios. En effet, si l’on utilise cette métrique pour comparer des ensembles réduits
issus de la réduction et d’autres dont la réduction a été faites aléatoirement, on peut remarquer
un grande différence. La figure 4.7 présente ainsi un échantillon de distances relatives à l’issue
de 20 réductions à partir d’ensembles de départ différents pour quatre prévisions, avec et sans
méthode de réduction. Pour les échantillons sans méthode de réduction, on prélève au hasard le
nombre de scénario voulu, ici 10, pour représenter l’ensemble final, on l’appelera méthode naïve.
Tout d’abord on remarque une grande variabilité des résultats par rapport aux échantillons où k-
médoïdes a été utilisé lorsque cette dernière est employée, ce qui montre la stabilité de l’algorithme
heuristique pour le nombre de scénarios initial choisi. De plus, on observe systématiquement un
écrat important entre les deux approches : la méthode de réduction heuristique permet d’obtenir
des distances bien plus faible (plus de 10% en moyenne) entre les ensemble de départ et d’arrivée,
donc de détruire moins d’informations. De plus, on peut s’apercevoir qu’il existe une différence
entre les distances relatives en fonction de la prévision dont est issue l’ensemble de scénario, dans
ce cas la différence est de 6% au maximum.

FIGURE 4.7 – Comparaison des distances relatives avec et sans méthode réduction pour quatre
prévisions distinctes

4.2.6 Effet du nombre de scénarios final

Maintenant que la méthode de réduction a été choisie, à l’instar du nombre de scénario initial,
et que son intérêt est démontré, nous nous intéressons à l’importance du nombre de scénario dans
l’échantillon réduit. La figure 4.8 présente ainsi pour quatre prévisions différentes l’évolution de la
distance relative en fonction du nombre de scénario dans l’ensemble final. On observe tout d’abord
que la distance augmente avec la réduction de la taille de l’ensemble final jusqu’à atteindre 100%
lorsque qu’il n’y a plus qu’un seul scénario pour représenter l’ensemble. cette observation est
logique au vu de l’interprétation de cette distance, plus on a une taille d’ensemble réduite, plus
on a détruit de l’information par rapport à l’ensemble de base. En outre, on peut constater que la
différence entre les prévisions de départ semble bien exister peut importe le nombre de scénario
final mais se ressert avec la réduction du nombre de scénarios jusqu’à converger pour un scénario :
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ils tous sont à 100%. Cependant, quelque soit la prévision de départ les distances relatives restent
très proches. Pour garder 50% de l’information contenue dans l’ensemble initial il faudrait garder
environ 300 scénarios et si on garde 10 000 scénario, soit la moitié de l’échantillon de départ
on a une distance relative de 18% ce qui représente une faible destruction de l’information (on
en garderaidonc 82%) mais un temps de calcul rédihibitoire et une taille trop importante pour le
problème de planification. Pour notre cas d’application il paraît raisonnable de garder entre 10 et
20 scénarios. L’influence du nombre de scénario comme paramètre de notre modèle d’optimisation
pour la planification sera étudiée au chapitre 6.

FIGURE 4.8 – Résultat la méthode k-médoïdes en fonction du nombre de scénarios final pour
quatre prévisions

4.2.7 Exemple d’un ensemble réduit de scénarios

La figure 4.9 ci-dessous présente un échantillon de 5 scénarios issus de la réduction d’un
ensemble de initial en comptant 20 000 pour la prévision du 04/01/2019. On peut remarquer que
les probabilités des scénarios choisis vont de 24,8% à 12,2%. Ainsi on ne retrouve pas ici de
représentant dont la probabilité est élevé et leurs probabilités sont assez proches. C’est comme si
l’ensemble avait été découpé en morceaux de taille allant du simple au double (la probabilité du
médoïde représentant la taille) mais sans groupe très dominant. Cette observation a été faite pour
un nombre important de réductions mais aucune méthodologie rigoureuse de contrôle ni d’analyse
des ensembles obtenus n’a été mise en place.
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(a) Scénario #1 (b) Scénario #2

(c) Scénario #3 (d) Scénario #4

(e) Scénario #5

FIGURE 4.9 – Exemples de scénarios issus de la réduction pour la prévision du 04/01/2019
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4.3 Conclusions, limites et perspectives

Cette section nous a permis de mettre en place et de choisir une méthodologie de réduction de
scénarios. Nous avons étudié son temps d’exécution, l’influence du nombre de scénarios initial et
final, ainsi que défini un indicateur permettant de quantifier la perte d’information afin de maitriser
et analyser son résultat. Pour finir nous avons également montré son intérêt par rapport à une
méthode naïve mais seul les résultats du cas d’étude du chapitre 7 nous permettra de statuer sur
la qualité et l’utilité de l’algorithme de réduction utilisé. Afin de consolider les résultats obtenus
par cette réduction, nous pourrions les confronter à certains indicateurs permettant de statuer sur
la représentativité de certains comportements des données observées dans les scénarios générés
(voir section 1.6.2.b).
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5
Assimilation de données de production PV

Ce chapitre permet de conclure le travail sur la modélisation de
l’aléa PV en exploitant le travail effectué et le recueil de mesures
pour faire de l’assimilation de données. Ainsi grâce au modèle de
dépendance établi précédemment on détaille une méthode permet-
tant de générer des prévisions prenant en compte de nouvelles infor-
mations, améliorant ainsi la connaisance du futur.
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Chapitre 5. Assimilation de données de production PV

Par la suite, on présentera les résultats de la génération de trajectoires de productible PV ainsi
qu’une méthode pour réduire la taille des ensembles de scénarios produits. Pour finir, on

Notre approche de la modélisation de la corrélation entre les différentes variables, grâce à la
notion de copule, ouvre une autre possibilité de gestion de l’incertitude : l’assimilation de données
de mesure. La disponibilité des prévisions probabilistes n’étant pas continue, dans notre cas une
fois par jour à minuit, il est tout de même possible d’avoir une connaissance plus fine de l’incer-
titude de production PV au fil du temps. En effet, on peut exploiter les mesures effectuées sur la
centrale le long de la journée pour obtenir de nouvelles distributions pour les variables étudiées.
Ce processus est illustré figure 5.1.

FIGURE 5.1 – Processus d’assimilation de données : à partir des réalisations de certaines variables
considérées de l’horizon initial (de X1 à X3) et de l’étape de génération de scénario qui a permis
de caractériser les loi de probabilités, on génère une nouvelle trajectoire (ici en vert) débutant dès
la fin de la réalisation passée (en noir).

5.1 Description de la méthode d’assimilation

Après la réception de la prévision, on est capable d’estimer les distributions (voir section 3.1),
en y associant un modèle de corrélation (voir section 3.2) on peut générer des scénarios (voir
section 4.1). En avançant dans l’horizon temporel, on peut se poser la question de savoir si notre
connaissance du futur (i.e. l’incertitude des variables considérées) est toujours la même ou si il
est possible de la mettre à jour avec de nouvelles informations. En effet, au fur et à mesure de la
journée, des réalisations de productible PV sont disponibles pour la centrale étudiée, en les croisant
avec notre représentation du vecteur aléatoire, il est possible de les exploiter et obtenir une nouvelle
vision du futur. La section suivante montre comment le formaliser mathématiquement ainsi que
les bénéfices pouvant découler de cette méthode.

La notion de distribution conditionnelle

En théorie des probabilités, la distribution conditionnelle se réfère à la distribution de proba-
bilité d’une variable aléatoire donnée, sachant certaines informations (comme la réalisation d’une
variable par exemple). En d’autres termes, elle représente la manière dont la probabilité des valeurs
possibles d’une variable aléatoire change en fonction d’une information supplémentaire dispo-
nible. La distribution conditionnelle de XB sachant XA, notée P(XB|XA), représente la distribution
de probabilité de XB lorsque nous connaissons la valeur de XA. Cette notion est particulièrement
utile dans la modélisation et l’analyse de situations avec des variables dépendantes les uns des
autres, ce qui est le cas ici.

5.1.1 Copule conditionnelle

La copule désignant une fonction de répartition multivariée, elle est comme décrit dans II reliée
à une loi statistique et sa distribution. Ayant la donnée sur la réalisation de certaines variables
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d’étude, on va chercher à obtenir la distribution conditionnelle tenant en compte de cette nouvelle
information.

On s’intéresse au vecteur (X1, · · · ,XN) dont on connaît certaines réalisation (x1, · · · ,xq) avec
q < N. A la suite de la transformation dans l’espace des copules (équation 3.7), on s’intéresse
au vecteur (Z1, · · · ,ZN) et aux réalisations zA = z1, · · · ,zq. Ce réalisation vont donc permettre de
diviser le vecteur aléatoire en deux parties : l’une connue (Z1, · · · ,Zq), noté ZA et de taille et
l’autre inconnue (Zq+1, · · · ,ZN), notée ZB. Ce qui est recherché est alors la distribution de ZB

sachant ZA = zA, la connaissance de la distribution de Z étant définie par le modèle de corrélation
paramétré préalablement.

Pour cette étape d’assimilation, seules les copules gaussiennes et Student seront étudiées
(celles ayant été retenues au regard de leurs scores).

5.1.2 Loi normale multivariée conditionnelle

Dans le cas général, la fonction multivariée normale initiale a comme paramètres µ et Σ. En
premier lieu, on isole certaines parties de ces paramètres :

µ =

µA

µB

 de tailles

 q×1

(N −q)×1



Σ =

ΣAA ΣAB

ΣBA ΣBB

de taille

 q×q q× (N −q)

(N −q)×q (N −q)× (N −q)


L’expression des paramètres de la loi normale conditionnelle, µB|A et ΣB|A tels que (ZB|ZA = zA)∼
N (µB|A,ΣB|A)) est donnée formellement par ses formules [170] :

µB|A = µB +ΣBAΣ
−1
AA (zA −µA)

ΣB|A = ΣBB −ΣBAΣ
−1
AAΣAB, le complément de Schur de ΣAA dans Σ

5.1.3 Loi t-Student multivariée conditionnelle

Dans le cas général, la fonction t-Student multivariée initiale a comme paramètres µ , Σ et ν . En
premier lieu, on isole certaines parties de ces paramètres comme pour le cas normal multivariée.

La distribution conditionnelle s’écrit alors [171] :

ZB|ZA ∼ tpB

(
µB|A,

ν +dA

ν + pA
ΣB|A, pB

)
avec µB|A et ΣB|A similaires à ceux de la distribution normale multivariée ;

dA = (zA −µA)
T

Σ
−1
AA(zA −µA),

le carré de la distance de Mahalanobis 1 entre zA et µA avec ΣAA comme matrice de variance-
covariance ;

pB = ν + pA, le nouveau nombre de degré de liberté

La copule conditionnelle va permettre de fournir :

1. La distance de Mahalanobis permet ici d’estimer la distance au regard de la variance entre un échantillon d’un
vecteur aléatoire et sa distribution (représentée par les moyennes attendues) tout en prenant en compte la dépendance
entre les variables grâce aux covariances [172].
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• Une nouvelle représentation probabiliste à partir de la fonction de répartition pouvant être
sous la forme de quantiles ou de scénarios

• Une représentation déterministe en fournissant uniquement de nouvelles valeurs de quantiles
de niveau 50% pour chacune des variables.

C’est cette dernière qui a été testée sur le jeu de données disponible.

5.1.4 Obtention de quantiles conditionnels

Les notions introduites ci-dessus nous permettent donc d’assimiler des observations pour en
tirer de nouvelles informations sur les variables considérées. On se propose dans cette partie de
détailler le processus permettant d’assimiler la valeur réalisée d’une variable (qui devient donc
variable observée) et celui menant à l’obtention d’une nouvelle valeur de Q50 pour une variable
dont l’aléa existe encore. Par simplicité, nous appelerons ensuite cette nouvelle prévision Passim.

La figure 5.2 nous montre l’ensemble du processus d’assimilation en se focalisant donc sur
deux variables voisines temporellement : la puissance PV entre 11h et 12h, dernière variable ob-
servée, et celle entre 12h et 13h, première variable aléatoire du nouveau vecteur étudié. En pre-
mier lieu, l’observation de la variable est reportée dans l’espace des pseudos-variables (voir figure
5.2a). On peut remarquer que cette réalisation se situe proche de la borne support et est associée
au quantile 99% par la fonction de répartition. Pour calculer la distribution conditionnelle de cette
assimilation, on transforme l’observation jusque dans l’espace de la copule. Comme on peut le
voir sur la figure 5.2b, la réalisation précédente correspond à une zone de faible densité de pro-
babilité dans l’espace de la copule. Une fois dans le bon espace, on calcule les paramètres de la
distribution conditionnelle comme indiqué dans la section 5.1.1 précédente. Sur la figure 5.2d,
on peut observer la densité de probabilité correspondant à la loi conditionelle dans l’espace de
la copule de la variable aléatoire considére (en orange). Sa densité de probabilité avant le calcul
de la loi conditionnelle à également été présenté pour comparaison (en bleu). Pour obtenir le Q50
conditionnel de cette variable, on prend la valeur de la médiane de cette loi conditionnelle et pour
retourner dans l’espace de la variable, on la transforme à nouveau via les fonctions de répartition
de la copule et de la variable (voir figure 5.2d), une nouvelle fois en passant par l’espace des
pseudos-variables. A travers ce process, nous observons bien l’influence via la copule entre ces
deux variables, une réalisation correspondant au quantile 99% de la première va entraîner un Q50
conditionnel qui correspond au quantile 96% de la fonction de répartition de la variable.

5.2 Échantillon issu de l’assimilation

Dans cette section, on se propose d’étudier différents cas de prévision où la méthode d’assi-
milation a été testée. Nous avons identifié différentes situations dans lesquelles il serait intéressant
d’observer les résultats d’assimilation. Pour cela nous avons croisé des prévisions (déterministe et
Q50) avec les observations mesurées sur la centrale. Nous avons décider de couper la journée en
deux en décidant d’effectuer l’assimilation à 11h (fin de l’intervalle correspondant à la variable
de productible PV entre 10h et 11h). Nous avons retenu cinq situations par rapport à la qualité
constatée de l’estimation de la production par les prévisions :

– Cas A : Surestimation de la production sur la 1ère et la 2ème moitiés de journée.
– Cas B : Surestimation de la production sur la 1ère puis bonne estimation sur la 2ème partie.
– Cas C : Sous-estimation de la production sur la 1ère et la 2ème moitiés de journée.
– Cas D : Sous-estimation de la production sur la 1ère puis bonne estimation sur la 2ème partie.
– Cas E : Bonne estimation de la production sur la 1ère et la 2ème moitiés de journée.
La figure 5.3 présente les résultats de ces différents cas d’assimilation. De façon générale, la

nouvelle prévision issue l’assimilation, appelée Passim, semble attirée par la tendance des observa-
tions de la 1ère moitié de journée : si il y avait une surestimation du productible PV la matinée,
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5.2. Échantillon issu de l’assimilation

(a) Fonction de répartition de la puissance PV entre
11h et 12h

(b) Densité de probabilité correspondante à (a) dans
l’espace de la copule

(c) Fonction de répartition de la puissance PV entre
12h et 13h

(d) (en orange) Densité de probabilité correspon-
dante à (c) dans l’espace de la copule

FIGURE 5.2 – Illustration du principe d’assimilation avec une variable observé et une variable
aléatoire dont on détermine un nouveau Q50
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l’assimilation va prédire cette même orientation. Ce résultat est logique car les corrélation entre
les variables considérées sont positives : la position des réalisations dans l’espace des pseudos-
variables va agir comme un attracteur pour le niveau du Q50 conditionnel des variables aléatoires
restantes.

On peut observer les indicateurs statistiques pour comparer les performances de la nouvelle
prévision calculée par rapport aux prévisions non actualisées pour les cas mentionnés précedement
dans le tableau 5.1. En premier lieu les résultats du cas montrent que si la prévision reste bonne
toute la journée (cas d’une journée de grand soleil), la nouvelle prévision obtenue ne permet pas
d’améliorer la performance des prévisions initiales. Les Cas B et D, montre à peu près le même
phénomène : respectivement la prévision sur- et sous-estime le productible PV dans la matinée
avant de se corriger dans la 2ème partie de journée. Dans ces deux cas, Passim obtient globalement
de moins bons résultats que les prévisions initiales, ici l’assimilation peut donc s’avérer trom-
peuse. Pour finir, les cas A et C, qui montraient la même tendance d’erreur (respectivement sur- et
sous-estimation) sur l’entièreté de la journée, permettent d’illustrer l’intérêt de l assimilation d’ob-
servations. Ainsi les deux figures 5.3a et 5.3c et les indicateurs dans le tableau nous montrent bien
que la nouvelle prévision calculée permet de combler une partie de l’erreur de prévision sans as-
similation. Finalement, si l’on s’en tient à l’étude de ces cinq cas, on ne peut statuer pour l’instant
sur l’intérêt de l’assimilation.

EM

(kW)

REQM

(kW)

EAM

(kW)

MaxEA

(kW)

MPAE

(%)

EV

(kW)
Skewness Kurtosis

Pdet -53,7 75,5 60 131,94 - - - -

Q50 -50,9 73,1 57,9 126,6 - - - -Cas A

Passim -14,4 31 24,3 50 - - - -

Pdet 6,6 11,9 9,8 23,8 - - - -

Q50 -8,7 16,6 11,2 32,5 - - - -Cas B

Passim 10 15,6 11,1 30,6 - - - -

Pdet 66 80,7 66 115,9 - - - -

Q50 73 91,6 73,3 141,5 - - - -Cas C

Passim 50,7 63,9 51,6 91,5 - - - -

Pdet -2,8 5,4 3,5 11,6 - - - -

Q50 8,9 12,8 9,4 21,6 - - - -Cas D

Passim -1,3 9,4 7,7 14,9 - - - -

Pdet 5,2 5,8 5,2 10,6 - - - -

Q50 5,1 7,1 5,2 15,4 - - - -Cas E

Passim 1,9 6,2 5,1 12,7 - - - -

Pdet -1,5 28,9 18,7 158,4 6,7 28,9 -0,58 3,63

Q50 -2,2 28,8 17,5 162,8 6,1 28,7 -0,60 5,03

Passim,Gauss -1,5 25,3 15,2 142,6 6,1 25,3 -0,53 4,74
Global

Passim,Stud -1,4 25,3 15,2 144,2 6,1 25,2 -0,49 4,74

TABLEAU 5.1 – Indicateurs statistiques de la méthode d’assimilation sur plusieurs cas d’étude et
au global
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5.2. Échantillon issu de l’assimilation

(a) Cas A (b) Cas B

(c) Cas C (d) Cas D

(e) Cas E

FIGURE 5.3 – Exemples d’assimilations pour différentes prévisions
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Chapitre 5. Assimilation de données de production PV

5.3 Intérêt de l’assimilation de données

Après avoir étudié différents cas particuliers, se pose la question de l’intérêt de l’assimilation.
Pour y répondre, il faut tester cette méthode sur un plus grand nombre de cas, nous le faisons sur
l’entièreté des données à notre disposition. On parcourt ainsi toutes les prévisions disponibles et
on effectue l’assimilation des observations à 11h pour en tirer une nouvelle prévision.

Les résultats de cette simulation de l’assimilation sont disponibles en bas du tableau 5.1. Pre-
mièrement, nous avons décidé de comparer les deux copules élliptiques (Gaussienne et Student).
Du point de vue des indicateurs statistiques étudiés, les deux copules sont quasiment équivalentes.
Même si la copule Student modélise mieux la dépendance entre variables (voir section 3.2.3.b)
et devance très légèrement la copule gaussienne sur plusieurs indicateurs (EM, EV, Skewness)
contre un seul pour la seconde (MaxEA), il serait très difficile de trancher en faveur de l’une ou
l’autre. Deuxièmement, on cherche à statuer sur les performances de la prévision issue de l’as-
similation par rapport aux prévisions initiales (Pdet et Q50). Pour l’erreur moyenne, il n’est pas
possible d’affirmer que Passim est meilleure que Pdet mais uniquement de Q50. En revanche notre
prévision recalculée obtient des scores bien meilleurs que les prévisions initiales pour la racine
de l’erreur quadratique moyenne (environ 3,5 kW de mieux), l’erreur absolue moyenne (aussi 3,5
kW de mieux), le maximum de l’erreur absolue (environ 15 kW de mieux) et pour l’erreur de
variance. Seule la prévision déterministe initiale est meilleure que les prévisions recalculées sur le
kurtosis : la distribution de ses erreurs contient plus de petites valeurs que les autres. La skweness
et l’erreur moyenne montrent de façon général que la production PV est surestimée mais on sait
grâce à la valeur du skewness de Passim,Stud que sa queue de distribution contient moins d’observa-
tions qui ont surestimer le productible que les autres prévision. Finalement, nous avons réalisé le
même processus avec une assimilation une heure avant (à 10h) et une une heure après (à 12h) et
les résultats sont sensiblement les mêmes.

5.4 Conclusions, limites et perspectives

Dans cette section, nous avons donc détaillé un processus performant d’assimilation d’obser-
vations de productible PV. Cette méthode est basée sur les modèles de corrélations estimés plus tôt
dans ces travaux ainsi que sur le calcul de distributions conditionnelles. On a vu que dans certains
cas particuliers, elle pouvait être trompeuse mais que globalement elle apportait bien des infor-
mations statistiques importantes. L’assimilation vient donc ajouter un dernier outil dans la gestion
de l’incertitude du vecteur aléatoire étudié. Cette méthode pourrait s’avérer précieuse lorsque des
prévisions ne sont pas disponibles régulièrement, or la plupart des fournisseurs de prévisions pro-
posent des mise à jour régulières. Il serait possible d’améliorer ce processus d’assimilation en
observant les données sur des échelles de temps pour réduites ou avec d’autres modèles de dépen-
dance (voir section 3.3).

Cette partie sur l’incertitude de la prévision PV nous a permis de traiter les prévisions probabi-
liste, comme d’autres sources de données pour en tirer le maximum d’informations. De plus cette
méthode est généralisable à d’autres sources de prévisions avec incertitudes (production éolienne,
consommation, etc.). Si l’objectif d’obtenir un ensemble de scénario réduit et prenant en compte
les corrélations a été rempli, la question se pose maintenant de savoir si l’exploitation de ces in-
formations supplémentaires a un impact positif sur la planification d’un micro-réseau. L’approche
et les modèles utilisés ici pour des prévisions court-terme pourraient tout à fait être applicables
pour d’autres échelles temporelles, notamment le long-terme, où les études de développement de
réseau utilisent souvent des scénarios comme paramètres.
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Troisième partie

Planification de micro-réseau sous
incertitude
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6
Cas d’étude : planification d’un micro-réseau sous

incertitude

Ce chapitre présente les particularités du cas d’étude : l’horizon
temporel étudié, les entités qui le composent et les hypothèses princi-
pales. La formulation du problème de planification y est détaillé tout
comme les différentes stratégies de gestion. Finalement, la méthodo-
logie d’évaluation des stratégies est abordée.
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Chapitre 6. Cas d’étude : planification d’un micro-réseau sous incertitude

L’objectif de ce chapitre est d’étudier différentes approches de la planification d’un micro-
réseau électrique à travers l’étude d’un cas particulier. On se focalisera en particulier sur la prise
encompte des incertitudes de productible PV à travers la différence entre formulations déterministe
et stochastique du problème de d’optimisation que constitue l’anticipation du fonctionnement du
système étudié.

6.1 Présentation du cas d’étude considéré

Le micro-réseau considéré représente un quartier résidentiel. Dans une optique d’autocon-
sommation, ce quartier a décidé d’investir dans une centrale photovoltaïque avec pour objectif de
consommer une électricité produite localement et sans émission directe de gaz à effet de serre.
Cette production PV pourrait être issue de panneaux installés sur les toits ou d’une ou plusieurs
centrales. De plus ils se dotent d’un système de stockage d’énergie permettant de stocker et dé-
stocker de l’énergie en la pilotant, ajoutant ainsi un degré de liberté à leur système énergétique.
Ce système n’étant pas isolé, il est relié à un réseau de distribution permettant de fournir de façon
garantie de l’énergie électrique.

Notre cas d’étude est donc un micro-réseau composé de plusieurs éléments :

• Des points de soutirage (ou consommateurs),

• Un point de connexion au réseau de distribution, aussi appelé Point de Couplage Commun
(PCC),

• Une centrale solaire photovoltaïque,

• Une batterie de stockage électro-chimique.

FIGURE 6.1 – Schéma simplifié des entités du micro-réseau considéré

La problématique pour l’opérateur du micro-réseau est de pouvoir anticiper son pilotage afin
d’en optimiser les coûts d’opération. Dans cette optique, il est crucial voire nécessaire de prévoir le
planning des différentes entités énumérées ci-dessus. En effet, il faut notamment annoncer le plan
de soutirage depuis le réseau afin que le responsble d’équilibre (RE) puisse jouer son rôle auprès
du gestionnaire de réseau de distribution (GRD) et sera pénalisé en cas d’écarts dans le bilan de
son périmètre. On doit donc fournir à l’avance au RE la puissance que l’on souhaite soutirer à
chaque heure de la journée qui vient et le non-respect du plan annoncé expose le micro-réseau
à des pénalités répercutées par le RE car il doit les compenser. Il est donc important de pouvoir
planifier l’opération du micro-réseau de la façon la plus juste possible : avec le moins d’erreurs
entre l’annonce et la réalisation du plan car elles impacteront ses coûts d’opération. L’opérateur
souhaite également rendre des services système au GRD grâce à des contraintes sur la puissance à
prendre en compte dans son plan de soutirage.

Le principal défi de cet exercice est que ce système est exposé à des aléas : il n’est par exemple
pas possible de connaître à l’avance la puissance exacte que va produire la centrale PV à chaque
pas de temps. On dispose cependant de certaines données pour nos besoins d’anticipation : la
connaissance de l’état du réseau (ex. : état de charge de la batterie) et d’informations sur le futur
(prix de l’énergie, prévisions PV, etc.). On utilisera donc ces prévisions permettant d’avoir une
meilleure connaissance des aléas et donc de mieux gérer l’incertitude.
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6.1. Présentation du cas d’étude considéré

Le problème de planification va donc prendre en paramètre ces données sur les aléas ainsi
que les caractéristiques du système et déterminer les trajectoires optimales pour la consigne de
chacune des entités pour la journée à venir. Ces trajectoires sont choisies au regard de l’objectif
principal : en espérant minimiser les coûts d’opération, constitués ici des achats d’énergie et des
pénalités éventuelles en cas de non respect du plan annoncé.

Pour pouvoir statuer sur la qualité et la pertinence de la méthode de planification, nous effec-
tuerons tout d’abord le processus permettant de déterminer les trajectoires des entités puis nous
simuleront l’opération du système avec ce programme planifié, une fois les réalisations des aléas
connues sur la journée considérée (i.e. la productible PV observé).

Afin de clarifier l’analyse du cas d’étude, il convient de préciser certains éléments de language
qui seront utilisés par la suite :

• Prévu : concerne la prévision d’une grandeur, ex. : la puissance de la charge du lendemain.

• Planifié : issu de l’étape de planification, ex. : le choix de la puissance de la batterie.

• Observé : concerne la réalisation d’une grandeur, ex. : la puissance PV finalement observée.

• Simulé : issu de l’étape de simulation des trajectoires planifiée avec les valeurs observées,
ex. : la puissance effectivement soutirée depuis le réseau.

6.1.1 Horizon temporel et variables étudiées

Pour effectuer la planification du pilotage à partir d’une prévision donnée sur un horizon, on
procède à une discretisation temporelle. Ainsi l’horizon est divisé en intervalles de temps. Pour
chacun d’eux, la puissance de chaque entité du micro-réseau est associée soit à un paramètre, si
elle est connue ou si on peut estimer sa valeur soit à une variable que l’on souhaite déterminer, si
elle est pilotable.

FIGURE 6.2 – Représentation des horizons de pilotage prédicitif et de simulation

Concernant l’horizon temporel de la planification, le problème est résolu sur un horizon de
deux jours (soit 48 intervalles horaires) puis simulé sur une journée comme décrit sur la figure
6.2 ci-dessus. Cela permet une gestion plus intelligente de l’énergie stockée dans la batterie. En
effet, l’énergie étant valorisée dans notre problème, si l’on ne considère qu’une seule journée, on
a intérêt à ce que la batterie soit complètement vide à la fin de l’horizon considéré, sinon cela
représenterai un manque à gagner. Or, si la planification est faite de façon discontinue, l’opération
d’un tel micro-réseau peut nécessiter de prendre en compte les éventualités qui peuvent se produire
après la journée que l’on souhaite simuler, il peut donc être intéressant de garder un certain stock
d’énergie d’une journée à l’autre.
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Chapitre 6. Cas d’étude : planification d’un micro-réseau sous incertitude

De plus, on effectuera ce travail de simulation sur une année entière afin de s’affranchir des
variations saisonnières de la consommation éléctrique et de la production photovoltaïque : pour
une année donnée on effectue un planification puis une simulation toutes les 24h.

6.1.2 Caractéristiques du système étudié

Dans notre cas d’étude, le système n’est pas autonome en énergie, la puissance PV instalée ne
permet pas de fournie la demande à chaque instant même couplée à une batterie, il est donc relié à
une réseau de distribution. On considère ici un système qui cherche à faire de l’autoconsommation
sans revente de surplus, l’injection est donc interdite et non valorisée économiquement. L’injection
peu en effet avoir des conséquences importantes sur le réseau auquel on est relié (modification du
plan de tension, congestions, voir section 2.3.2). De plus, on ne considère pas de contrainte sur la
puissance de soutirage.

La charge considérée représente l’équivalent de 3000 foyers non délestables : il est impossible
de piloter à la hausse ou la baisse la puissance électrique qu’ils consomment, la demande doit
être fournie à chaque instant. De plus, du fait du nombre de consommateurs considérés et de leur
foisonnement, on considère qu’il n’y a pas d’aléa sur la prévision agrégée de leur consommation.
La puissance de la charge est donc connue au moment de l’étape de planification.

La centrale PV connectée à notre micro-réseau a une puissance crête de 1,25 MW. En outre, il
est possible de piloter la centrale en modulant à la baisse la puissance qu’elle produit (grâce aux
régulateurs Maximum Power Point (MPP), [173]).

Finalement, le dernier élément du système, le stockage d’énergie possède quatre caractéris-
tiques principales : une capacité de stockage, une puissance commune de charge et de décharge,
un état de charge minimal et maximal ainsi qu’un rendement appliqué à la puissance de charge et
de décharge.

Toutes les caractéristiques des entités du micro-réseau sont consignées dans le tableau 6.1
ci-dessous.

Réseau Consommateurs PV Batterie

• Pas de limite de

soutirage (ni en énergie

ni en puissance)

• Pas d’injection

• 3000 points

de soutirage

• Pas de délestage

• Pas d’incertitude

• 1,25 MWc

• Modulation possible

• Aléa sur la production

• Capacité : 2 MWh

• Puissance : 1MW

• SoCmin−max : 10-90%

• Rendement : 90%

TABLEAU 6.1 – Paramètres des entités du système

a) Courbe de charge résidentielle

L’objectif de cette section est de décrire les principales caractéristiques d’une courbe typique
de charge résidentielle : forme, saisonalité, variabilité, etc. Pour cela on présente les données
utilisés sous la forme de graphes avec certaines grandeurs statistiques calculées de façon horaire
pour différentes périodes.

De façon générale la forme d’une courbe de charge se divise entre trois types de périodes :

• Creuse : c’est lors de ce type de période que la demande électrique des ménages est la plus
faible. Elle a lieu entre la soirée et le petit matin.

• Pointe : par opposition aux périodes creuses, les périodes de pointe correspondent aux mo-
ments de pics de la courbe de consommation. On retrouve souvent deux pointes dans une
journée normale, une autour de midi et une vers 18h/19h, qui correspond très souvent au
maximum de la journée considérée.
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6.1. Présentation du cas d’étude considéré

(a) Global (b) Jour ouvrable (c) Jour de weekend

FIGURE 6.3 – Courbe de charge résidentielle moyenne au global et en fonction de la période de
la semaine

• Pleine : représente les moments où la consommation est intermédiaire entre les deux types
de périodes présentés ci-dessus.

La figure 6.3a, représentant la courbe de charge moyenne sur l’ensemble des données, illustre très
bien ces trois différents types de périodes. En effet la courbe présentée commence par la période
creuse puis on atteint la première période de pointe avant 12h après une période pleine. Avant la
deuxième pointe qui survient à partir de 18h, on retrouve une période pleine et on finit par le retour
à une creuse. On remarquera que l’écart interquartile (EIQ) est globalement constant à une valeur
inférieure à 200 kW toute la journée à part durant la pointe du soir où il monte à 600 kW.

Une autre caractéristique de la courbe de charge résidentielle est illustrée figures 6.3b et 6.3c :
la variabilité entre les jours ouvrables et le weekend. En effet, les deux courbes présentent bien la
forme caractéristique d’une courbe de charge résidentielle mais on remarque bien une différence
entre les deux. Du à la plus forte présence des gens à leur domicile le weekend durant la matinée,
la première pointe est en moyenne 200 kW plus importante que celle de la semaine, la période
pleine qui suit est elle aussi plus haute que pendant les jours ouvrables.

La différence entre la semaine et le weekend n’est pas la seule variation temporelle notable
de la courbe de charge résidentielle. En fonction des saisons, on va retrouver des modulations de
puissance de la courbe de charge. La consommation électrique étant thermo-sensible, il est logique
de retrouver le niveau moyen de consommation le plus important sur la figure 6.4a. La figure 6.4d,
représentant la courbe automnale de charge, présente des niveaux de consommation similaire.
Cependant la pointe du soir est moins élevée (-100 kW) et on remarque un plus grand EIQ autour
de cette pointe qu’en hiver : si il est possible d’avoir des températures douces en automne, les
températures hivernales sont moins variables. Concernant la courbe de puissance moyenne de la
charge sur une journée printanière (voir figure 6.4b), on remarque le le niveau de consommation a
globalement baissé quelque-soit le type de période : en période creuse, sur la première pointe et la
période pleine on perd en moyenne 200 kW de puissance. La pointe soir, diminue elle de 600 kW
par rapport à l’hiver et atteint un niveau proche de la pointe du milieu de journée. Finalement la
courbe de charg een été, figure 6.4c, présente une forme similaire à la courbe du printemps tout en
montrant une diminution globale de 100 kW. De plus, on remarque une très faible variabilité tout
au long de la journée comparée aux autres saisons.

b) Courbe de production photovotaïque

La courbe de charge a donc ses caractéristiques propres et notamment saisonnières, si l’on se
penche sur la courbe de production PV, on peut aussi retrouver des particularités. De façon géné-
rale, la production d’une centrale photovoltaïque étant propotionnelle à l’éclairement, la courbe de
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Chapitre 6. Cas d’étude : planification d’un micro-réseau sous incertitude

(a) Hiver (b) Printemps

(c) Été (d) Automne

FIGURE 6.4 – Courbe de charge en fonction de la saison - moyenne, quantiles 25 et 75

production par temps dégagé prend la forme d’une hyperbole qui correspond à l’irradiance lumi-
neuse par ciel clair. On remarque cette forme caractéristique sur les quatre graphes présentés dans
la figure 6.5 ci-dessous.

Concernant la production lors des différentes saisons, on remarque sur la figure 6.5c que la
production de la production atteint son maximum moyen sur la période estivale, c’est également
le moment où la variabilité est la plus faible et garanti donc un niveau plus élevé de production. Le
niveau moyen de la courbe au printemps n’est qu un tout petit peu inférieur à celui de l’été mais la
variabilité est plus grande. Ainsi le quantile 75% est plus haut qu’en été, les températures moins
élévées du printemps étant plus favorables aux pics de production PV (voir figure 6.5b). Grâce à
une orientation favorable pour cette saison (+20ř, légèrement sud-ouest), les niveaux de production
durant l’hiver affichés figure 6.5a ne sont pas très inférieurs à ceux des deux premières saisons
citées. On observe cependant une plus grande variabilité durant cette saison avec un EIQ de près
de 700 kW sur la puissance entre 11h et 12h. De plus, on remarque, tout comme pour la production
automnale figure 6.5d, que l’amplitude journalière de production est réduite en commençant plus
tard et en finissant plus tôt dans la journée. Pour la centrale étudiée, c’est en automne que la
production moyenne est la plus faible en perdant entre 150 kW et 50 kW selon l’heure considérée.

Il faut cependant garder en tête que les courbes présentées sont des moyennes horaires, cal-
culée sur le grandes périodes. La production PV à laquelle on peut s’attendre pour une journée
quelqueconque et sur des intervalles temporels plus petits sera sensible aux conditions météorolo-
giques et donc bien plus variable.
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6.1. Présentation du cas d’étude considéré

(a) Hiver (b) Printemps

(c) Eté (d) Automne

FIGURE 6.5 – Courbe de productible PV en fonction de la saison - moyenne, quantiles 25 et 75

6.1.3 Association d’une courbe de charge résidentielle et de production PV

Avant même d’étudier le fonctionnement du micro-réseau avec un système de stockage, il
paraît primordial de se pencher sur la simple combinaison d’une courbe de charge et de production
PV. En effet, injecter la puissance produite par la centrale à chaque instant dans notre micro-
réseau a forcément des conséquences importantes sur la puissance de soutirage depuis le réseau
de distribution. La section suivante se propose d’étudier cet effet.

Cet impact est illustré sur la figure 6.6 : pour deux journées données, la production photo-
voltaïque et la demande de la charge sont représentées séparément (figures 6.6a et 6.6c), puis
agrégées (figures 6.6b et 6.6d) où la production PV vient se soustraire à la charge. La combinai-
son des deux séries temporelles, formant ici la charge résiduelle, produit globalement toujours le
même effet dans des proportions différentes. La production PV étant élévée entre 7h et 17h, elle
va donc donner une charge résiduelle bien plus faible que la charge sur la première pointe, ainsi
on peut trouver environ 20% des valeurs maximales journalières durant la première pointe pour la
charge mais aucune pour la charge résiduelle. Etant maximale au milieu de la journée pendant la
période de charge pleine, elle va aussi fortement diminuer sa puissance et dans la plupart des cas
atteindre des niveaux plus faibles que pendant la période creuse. Si l’on retrouve tous les minimas
journaliers avant 5h pour la charge, on en trouve plus que 25% pour la charge résiduelle. Cela
mène très souvent à une augmentation de l’amplitude journalière par rapport à la courbe de charge
initiale (dans 77% des cas). Pour la première journée représentée on passe ainsi d’une amplitude
de 500 kW au double, mais ce n’est pas toujours le cas comme le montre la deuxième journée, où
le productible PV vient seulement effacer une partie de la première pointe.
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Chapitre 6. Cas d’étude : planification d’un micro-réseau sous incertitude

(a) Prévison charge et PV - 13/07/2020 (b) Prévison charge résiduelle -
13/07/2020

(c) Prévison charge et PV - 10/01/2020 (d) Prévison charge résiduelle -
10/01/2020

FIGURE 6.6 – Exemples de prévisions de charge et de productible PV

(a) DdP de la charge (b) DdP de la charge résiduelle (c) FdR des amplitudes journa-
lières

FIGURE 6.7 – Distibutions de la charge et de la charge résiduelle ainsi que de leur amplitude
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6.1. Présentation du cas d’étude considéré

La figure 6.7 illustre très bien les phénomènes décrits précédement sur l’ensemble des don-
nées. Ainsi les figures 6.7a et 6.7b nous montrent respectivement les densités de probablité de la
puissance de charge et de charge résiduelle. Ainsi on observe sur la seconde distribution l’appar-
tion de valeurs inférieures à 500 kW jusqu’à une charge résiduelle nulle et la densité se décalant
vers zéro. Cependant les valeurs élevées de la distribution (supérieures à 1,5 MW), correspondant
à la point du soir, voient leur densité peut modifiée. Ces deux effet combinés vont donc mener à
une augmentation de l’amplitude journalière : la figure 6.7c montre ainsi que la valeur médiane de
l’amplitude journalière est augmentée de près de 250 kW entre la charge et la charge résiduelle.
De plus on remarque que l’amplitude avait une probabilité de 15% d’être supérieur à 1 MW pour
la charge alors qu’elle est de plus de 65% pour la charge résiduelle.

FIGURE 6.8 – Courbe moyenne de charge résiduelle - moyenne, quantiles 25 et 75

Finalement, l’aggregation des courbes de charge et de production est représentée au global
figure 6.8. Si on la compare à son équivalent pour la charge uniquement (figure 6.3a), la différence
illustre bien la très forte baisse de la puissance pendant la pointe de la fin de matinée ainsi que sur
la période pleine, où les valeurs moyennes sont plus faible que sur la période creuse. De plus, on
remarque que l’EIQ maximal est passé de la pointe du soir (600 kW) au moment où la production
PV est la plus importante. Pour conclure la comparaison sur l’agrégation des deux courbes, par
rapport à la charge, la variabilité de la charge résiduelle a augmenté et la forme de la courbe a
également beaucoup changé avec notamment une augmentation de l’amplitude et un déplacement
du minimum.

6.1.4 Le rôle du pilotage de la batterie et du micro-réseau

Pour contrebalancer les effets évoqués dans la section précédente, une batterie peut être ajoutée
au système afin stocker une partie de la puissance produite lors du pic de production PV et de la
restituer à d’autres moments de la journée, notamment durant la pointe du soir. Il est aussi possible
de limiter cet augmentation de l’amplitude avec certaines contraintes sur la puissance de soutirage
spécifiques au réseau fixées dans le problème de planification (voir section 6.3.2).

La combinaison de l’énergie photovoltaïque et de la batterie peut permettre de tirer le meilleur
de cette source d’énergie : la production photovoltaïque est une source d’électricité à faible teneur
en carbone et disponible localement. Cependant sa production est maximale au zénith du soleil,
vers midi, alors que le pic de la demande dans la courbe de demande résidentielle typique se situe
dans la soirée. Ainsi, l’utilisation de la flexibilité de la batterie, c’est-à-dire sa capacité à stocker et
à déstocker l’énergie électrique, peut donc aider à déplacer l’énergie des heures de faible demande
vers les heures de pointe et à réaliser des arbitrages économiques concernant le prix de l’électri-
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cité, qui varie tout au long de la journée. La batterie pourrait également compenser l’incertitude
de la production d’énergie photovoltaïque et modifier la trajectoire de soutirage depuis le réseau
pour miniser les écarts engendrés par les aléas. Cependant, les batteries sont des installations de
stockage complexes ; il est donc primordial de maîtriser et d’anticiper leur contrôle, en particulier
pour maintenir la longévité de leurs performances.

6.1.5 Hypothèses simplificatrices

Dans notre périmètre d’étude on s’intéresse aux grandeurs qui sont valorisées financièrement
sur un réseau électrique, à savoir la puissance active. C’est donc les flux de cette dernière entre les
différentes entités du sytème que nous allons considérer. La modélisation du réseau électrique est
ainsi simplifié : les contraintes et variables de contrôle d’un réseau électrique (tension, intensité,
fréquence, etc.) ne sont pas considérées. On se préoccupe donc uniquement des équilibres de
puissance active dans de ce micro-réseau et on néglige les pertes et congestions liés aux transits
de puissance dans un réseau électrique. Cette hypothèse permet d’agréger les différentes entités
en un point du réseau.

La préoccupation de notre problème de planification est donc finalement d’optimiser des flux
de puissances sur différents pas de temps, soit les échanges d’énergies entre les entités du système
sur un horizon donné au regard des objectifs que l’on se donne.

6.1.6 Conventions

Dans notre cas d’étude, on utilisera la convention du producteur : la puissance électrique sera
positive si elle est produite et négative si elle représente une consommation. Cette convention
déclinée pour chaque entité du micro-réseau dans le tableau 6.2 ci-dessous.

≤ 0 ≥ 0

Réseau Injection Soutirage

Consommateurs Charge

PV Production

Batterie Charge Décharge

TABLEAU 6.2 – Convention de signe pour la puissance de chaque entité du système

Si l’on transpose cette convention aux écarts de soutirage..

6.2 Modèles des entités

Comme évoqué précedemment, on utilise pour le problème de planification un modèle de
programmation linéaire en nombres entiers (PLNE). L’utilisation de ce type de modèle néces-
site une formulation bien précise : on utilise des variables continues et entières ainsi que leurs
combinaisons linéaires pour mettre notre problème sous forme d’équations. Les variables seront
représentées en gras pour les différencier des paramètres dans la formulation du problème.

6.2.1 Charge

Dans notre problème de planification la puissance de la charge n’est pas une variable pouvant
être choisie (charge non délestable, ni flexible) c’est un paramètre : elle ne varie jamais par rapport
à son niveau, noté PCharge

k .
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6.2.2 Centrale PV

La centrale PV peut être modélisée grâce à plusieurs variables. A chaque instant, la centrale
photovoltaïque possède un potentiel productible, qui représente ce qu’elle pourrait produire au
maximum PPV,potentiel , pour les conditions météorologiques données. Or il est possible d’ajuster
sa puissance produite par la centrale, cependant il est uniquement possible de limiter la puissance
par rapport au potentiel maximal de production.

Il n’y a qu’une contrainte sur la puissance photovoltaïque, qui permet cette opération : une
réduction volontaire de la puissance de la centrale électrique, limitant la puissance photovoltaïque
de zéro à sa valeur prévue.

0 ≤ PPV
k ≤ PPV,prévu

k (6.1)

6.2.3 Stockage

Le système de stockage d’énergie électrique est lui modélisé grâce à plusieurs variables et
contraintes. En premier lieu, on considère que deux variables définissent l’état de la batterie à
chaque intervalle :

• La puissance délivrée ou absorbée, PBatterie
k , possèdant un maximum et un minimum.

• L’état de charge de la batterie, SoCBatterie
k , possèdant également un maximum et un mini-

mum.

La première équation (6.2) régit l’évolution de l’état de charge de la batterie en reliant les va-
riables de puissance et d’état de charge, tout en tenant compte de l’efficacité des opérations de la
batterie. Le calcul du rendement dépendant du signe de la puissance de la batterie, il justifie l’usage
de deux variables distinctes pour la charge et la décharge du système de stockage. Les contraintes
(6.3), (6.4) et (6.5) sur la batterie garantissent que la batterie ne puisse pas se charger et se dé-
charger en même temps, en utilisant une variable binaire BBatterie

k (∈ {0,1}), tout en garantissant
que la puissance de la batterie reste bornée par ses valeurs minimales et maximales. Finalement
l’équation 6.6 permet de borner l’état de charge de la batterie entre SoCBatterie

max et SoCBatterie
min .

(SoCBatterie
k−1 −SoCBatterie

k ) =
PBatterie,décharge

k
ρdécharge

+ρcharge ×PBatterie,charge
k (6.2)

PBatterie
k = PBatterie,charge

k +PBatterie,décharge
k (6.3)

−PBatterie,charge
max ×BBatterie

k ≤ PBatterie,charge
k ≤0 (6.4)

0 ≤ PBatterie,décharge
k ≤PBatterie,décharge

max × (1−BBatterie
k ) (6.5)

SoCBatterie
max ≤ SoCBatterie

k ≤ SoCBatterie
max (6.6)

6.3 Stratégies de planification

Avec seulement une certaine connaissance de l’état du micro-réseau (état de charge de la bat-
terie notamment) et du futur (prévision et éventuellement son incertitude sous-jacente) comme
paramètres sur un horizon de deux jours, la méthode de planification a pour objectifs :

• Définir des trajectoires pour chaque entité du système : soutirage depuis le réseau et donc
achats d’énergie correspondants, charge et décharge de la batterie, réduction de la puissance
photovoltaïque. De plus, cette anticipation doit garantir le respect de certaines contraintes
comme les contraintes techniques relatives à chaque composant (voir section 6.2).
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• Minimiser les coûts d’exploitation du système : la méthode d’optimisation est capable de
faire des compromis entre les différents moments de la journée en fonction des prix de
l’énergie.

• Fournir des services systèmes au gestionnaire du réseau de distribution (GRD) : réduire
l’amplitude journalière de la puissance de soutirage et avoir une puissance constante en
période de pointe. En effet, pour un GRD, plus la courbe de puissance des différents points
de soutirage est plate plus il sera aisé de gérer et anticiper le fonctionnement du réseau.

On a vu précedement l’intérêt de piloter les différentes entités du micro-réseau étudié. Il est
primordial de déterminer selon quels critères on définit les trajectoires que l’on souhaite suivre.
Pour cela on distingue :

• D’une part l’ensemble des trajectoires réalisables, c’est à dire les valeurs des variables qui
respectent les contraintes définies.

• D’autre part on défini une trajectoire optimale parmis les trajectoires réalisables. La défini-
tion de son optimalité est cependant relative à certains critères.

C’est donc l’objet de la section suivante : selon quels critères définir la trajectoire optimale des
entités du micro-réseau?

6.3.1 Critère économique

Dans notre cas le critère sera économique : on souhaite trouver la trajectoire qui minimise le
coût d’opération du système. Ici, ce coût est lié à l’achat de l’énergie soutirée depuis le réseau de
distribution. Le prix de l’énergie électrique soutirée est variable en fonction du temps. Dans notre
cas d’étude, il est corrélé à la demande : plus il y a demande, plus le prix est élevé et inversment
en cas de demande faible. On affecte donc à la puissance soutirée un prix de l’énergie pour chaque
intervalle de temps, ce qui nous permet finalement d’obtenir le coût de fourniture de l’énergie pour
chaque intervalle et pour l’horiozn considéré en sommant, comme le montre l’équation 6.7.

Coût =
K

∑
k=1

PRéseau
k ×PrixRéseau

k ×∆Tk (6.7)

Dans notre problème le prix a été divisé en trois types de périodes :

• Période creuse : la nuit de 21h à 8h,

• Première période de pointe : de 8h à 13h,

• Période pleine : la journée de 13h à 17h

• Deuxième période de pointe : de 17h à 21h,

Ce découpage et ces niveau de prix sont basés sur la tarification réglementée de l’électricité.
Plus précisement, les différentes périodes sont celles définies dans le Tarif d’Utilisation des Ré-
seaux Publics d’Electricité (TURPE). Le prix de référence utilisé ici est celui du Tarif Réglementé
de Vente d’Electricité (TRVE) fixé en février 2021 soit 18,0 ct/kWh et les niveaux des différentes
périodes ont été fixés pour refléter l’équilibre offre-demande, plus la demande est élevée, plus le
prix l’est aussi. La courbe journalière des prix est présentée figure 6.9, les lignes v=en pointillés
verticales permettent de délimiter les différentes zones de prix et seront présentes sur tous les
graphiques liés à la planification.

Pour les besoin de la formulation des contraintes sur le soutirage on divise les intervalles de
temps considérés dans le problème en deux types :

• Ensemble Kpointe : cet ensemble contient lui même deux sous-ensembles distincts (d’indice
i) regroupant les intervalles correspondants aux périodes de pointes.

Kpointe = Kpointe,1 ⊕Kpointe,2
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FIGURE 6.9 – Courbe journalière des prix de l’énergie

• Ensemble Khours−pointe : cet ensemble contient lui même trois sous-ensembles distincts
(d’indice j) regroupant les intervalles correspondants aux périodes hors des pointes. Chaque
Khors−pointe, j étant associé à une période : Kcreuse,1 =Khors−pointe,1,Kpleine =Khors−pointe,2,Kcreuse,2 =
Khors−pointe,3.

Khors−pointe = Khors−pointe,1 ⊕Khors−pointe,2 ⊕Khors−pointe,3

6.3.2 Contraintes sur la puissance soutirée

Nous avons constaté dans la section 6.1.3, les effets de combiner production PV et charge
sur le soutirage depuis le réseau avec notamment l’augmentation de l’amplitude journalière de la
puissance. Pour palier cet effet un ensemble de contraintes a été mises en place.

a) Contrainte explicite

Une première approche contraingant explicitement l’amplitude journalière forme un groupe de
trois contraintes. Les deux premières (6.8 et 6.9) permettent d’obtenir le maximum et le minimum
des valeurs de soutirage et la dernière (6.10) permet de contraindre la différence de ces valeurs
(donc l’amplitude) à l’amplitude de la charge.

PRéseau
k ≤ CRéseau

max (6.8)

PRéseau
k ≥ CRéseau

min (6.9)

max
k

(PCharge
k )−min

k
(PCharge

k )≥ CRéseau
max −CRéseau

min (6.10)

b) Contrainte incitative

Un autre ensemble de contraintes a été mis en place de façon heuristique afin de d’inciter
la diminution d’amplitude plutôt qu’uniquement laisser libre d’avoir une amplitude inférieure ou
égale à l’amplitude initiale comme décrit dans la section 6.3.2.a ci-dessus.

La première contrainte (6.11) permet de contraindre la puissance de soutirage à être constante
pendant les périodes de pointe. On remarquera qu’il y a autant de variables Cpointe,i que de périodes
de pointes : la constante choisie pour les deux périodes ne sont pas forcément les mêmes. La
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deuxième contrainte (6.12) s’assure qu’en dehors des périodes de pointe la puissance du réseau
conserve la même forme que la série temporelle initial de la demande. Là aussi il y a autant de
variables Chors−pointe,j que de périodes hors-pointes.

PRéseau
k = Cpointe,i,∀k ∈ Kpointe,i, i ∈ {1,2} (6.11)

PRéseau
k = Chors−pointe,j ×PCharge

k ,∀k ∈ Khors−pointe, j, j ∈ {1,2,3} (6.12)

Afin d’inciter économiquement la diminution de l’amplitude de soutirage, nous avons mis en
place un dernier type de contrainte (6.13). Cette contrainte permet de s’assurer que la constante
choisie pour chaque période de pointe ne soit pas inférieur au minimum de la période précédente.
En effet si l’on diminue le minimum on augmente de fait l’amplitude. Les prix de l’énergie étant
plus élevés sur les périodes de pointe, cet ensemble de contrainte va inciter à recharger la batterie
pendant les périodes creuse ou pleine, soit quand la charge est faible ou l’énergie photovoltaïque
maximale, et à la décharger lors des pointes, et donc à choisir les constantes Cpointe,i les plus
faibles possible, ce qui diminuera le maximum de soutirage et donc l’amplitude.

Cpointe,i ≥ Chors−pointe,j ×min
k

PCharge
k ,∀k ∈ Khors−pointe, j,(i, j) ∈ {(1,1),(2,2)} (6.13)

Une dernière contrainte est formalisée pour s’assurer que la puissance du réseau est positive
ou nulle pour qu’il n’y ai pas d’injection sur le réseau auquel est relié le micro-réseau.

PRéseau
k ≥ 0 (6.14)

6.3.3 Formalisation du problème de planification

Nous avons présenté dans la partie (ref état de l’art), la forme canonique des problèmes d’opti-
misation. Si l’on a présenté certaines contraintes précedement, il manque des éléments pour que le
problème de planification soit complètement défini et modélise le système étudié. Nous détaille-
rons la formulation selon deux approches : en premier lieu, déterministe et dans un second temps,
stochastique.

a) Formulation Déterministe

Le problème de planification est formulé sous la forme d’un PLNE, contenant les contraintes
définis précedement ainsi qu’une fonction objectif permettant relier ces contraintes à un critère
d’optimalité (voir section 6.3.1). La fonction objective à minimiser est donc composée du coût
d’achat de l’énergie du réseau, qui dépend de la puissance du soutiragedepuis le réseau à chaque
instant, du prix de l’électricité et de la longueur du pas de temps.

minCoûtRéseau = min
K

∑
k=1

PRéseau
k ×PrixRéseau

k ×∆Tk (6.15)

Le modèle inclut également une dernière contrainte qui assure l’équilibre de puissance pour
chaque pas de temps entre les entités du système :

PRéseau
k +PCharge

k +PPV
k +PBatterie

k = 0 (6.16)
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b) Formulation Stochastique

La différence entre l’approche stochastique et la déterministe : elle permet de considérer les
aléas de la production PV. Si la formulation déterministe ne considère qu’un seul futur possible,
l’aspect clé de l’approche stochastique est que si nous ne pouvons pas prédire exactement ce qui
va se passer, nous pouvons décrire les probabilités des différents résultats possibles et ainsi fournir
au problème différents scénarios envisagés ainsi que leur probabilité de réalisation associée. On
décline donc le problème déterministe pour évaluer chaque scénario n, sauf pour la charge, sa
valeur étant fixe.

PRéseau
k,1 +PCharge

k +PPV
k,1 +PBatterie

k,1 = 0
... (6.17)

PRéseau
k,n +PCharge

k +PPV
k,N +PBatterie

k,n = 0

Le challenge de la formulation stochastique est donc d’envisager différents futurs possibles
mais la prise d’une décision d’une seule trajectoire communes à tous les scénarios. Le micro-
réseau n’ayant qu’une seule batterie et qu’un seul point de couplage avec le réseau principal, on
souhaite ici choisir les variables PRéseau

k et PBatterie
k pour chaque pas de temps. Le problème devient

donc :

PRéseau
k +PCharge

k +PPV
k,1 +PBatterie

k = 0
... (6.18)

PRéseau
k +PCharge

k +PPV
k,N +PBatterie

k = 0

Or, ce système d’équations implique de tous les scénarios de production PV soient égaux sinon
les équations ne peuvent être respectées. Il faut donc ajouter un degré de liberté au problème : on
introduit alors la variable, ∆PRéseau

k,n , qui va permettre de modéliser les écarts par rapport au plan
prévu PRéseau

k en fonction de chaque scénario, pour chaque intervalle de temps.

∆PRéseau
k,n = PRéseau

k,n −PRéseau
k ⇔ PRéseau

k,n = PRéseau
k +∆PRéseau

k,n (6.19)

Finalement, si on remplace PRéseau
k,n dans le système 6.17 par sa valeur modélisée avec écart

(6.19), les équations bilans du modèle stochastique s’écrivent selon l’équation 6.20 ci-dessous.

PRéseau
k +∆PRéseau

k,n +PCharge
k +PPV

k,n +PBatterie
k = 0 (6.20)

La nouvelle variable ∆PRéseau
k,n permet à la fois d’équilibrer chaque équation bilan et mais

également d’anticiper le coût des écarts dans la fonction objectif décrite ci-dessous (6.21). Pour
résoudre ce problème, on va donc choisir d’une trajectoire qui permet de minimiser les coûts
d’opération système, formés par les coûts de la trajectoire PRéseau

k choisie et de l’espérance des
écarts futurs.

minE[Coûts] = min
(

CoûtRéseau +E
[
Coût∆PRéseau

])
= min

(
K

∑
k=1

[
PRéseau

k ×PrixRéseau
k ×∆Tk +

N

∑
n=1

ρn ×Coût∆PRéseau

k,n

])
(6.21)

On utilise ici l’estimation par la moyenne de l’échantillon, ou Sample Average Estimation
(SAA), qui permet de résoudre un problème stochastique en espérance avec un recours (voir sec-
tion 2.2.1).
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De plus l’approche stochastique nécessite de mettre à jour certaines contraintes, notamment
celles liées à la puissance de soutirage. En effet, l’objectif étant de diminuer l’amplitude de sou-
tirage il est nécessaire d’intrégrer la puissance des écarts à ces contraintes car il impacteront la
puissance de soutirage simulée. Pour toutes les contraintes définies à la section 6.3.2 on ajoute
l’espérance de la puissance des écarts à la puissance de soutirage :

PRéseau
k → PRéseau

k +
N

∑
n=1

ρn ×∆PRéseau
k,n (6.22)

6.4 Méthodologie d’évaluation des approches

Le but du problème de planification est d’anticiper le mieux possible l’opération du micro-
réseau. En résolvant ce problème, on obtient donc des trajectoires pour chaque des entités. Pour
juger de la qualité des résultats obtenus, ces trajectoires sont évaluées en simulant le fonctionne-
ment du micro-réseau en les appliquant aux entités. On va donc simuler le pilotage du micro-réseau
à l’aide de ces trajectoires jusqu’à la planification suivant. Au fur et à mesure de l’horizon tempo-
rel étudié, l’incertitude de la production solaire est levée car on peut observer le productible PV
de la centrale à chaque instant. Cela nous donnera l’équation bilan suivante pour chaque intervalle
de l’horizon :

PRéseau,simulé
k +PCharge

k +PPV,observé
k +PBatterie,prévu

k = 0 (6.23)

Dans cette équation simulant l’opération du système, la trajectoire de la batterie étant fixée
par la planification elle devient un paramètre au même titre que la puissance PV effectivement
produite et la consommation électrique. Il ne restera donc plus qu’un degré de liberté dans ce
bilan : la puissance soutirée depuis le réseau de distribution. C’est ainsi qu’on observera des écarts
entre la trajectoire de soutirage prévue et la trajectoire simulée. On souhaite que la planification
soit respectée du mieux possible lors de l’opération du système, on voudra ainsi minimiser et donc
pénaliser ces écarts.

∆PRéseau
k = PRéseau,prévu

k −PRéseau,simulé
k (6.24)

6.4.1 Coût des écarts

Après avoir défini comment les écarts étaient obtenus, il nous faut donc définir un prix pour
obtenir le coût de ses écarts par rapport au plan prévu. Notre approche de pénalisation est la
suivante et est relative au prix de l’électricité de l’intervalle correspondant :

• Pour un écart à la hausse (positif) : cela signifie que l’on soutire plus de puissance depuis le
réseau que prévu. Il faut donc racheter de l’énergie par rapport au plan défini par la planifi-
cation. Pour que cette différence entre le plan et la réalisation de l’opération du réseau soit
pénalisé, on défini un prix d’achat plus élevé que si l’énergie avant été achetée au moment
de la planification. On défini ce tarif pénalisé comme une augmentation relative du tarif
d’achat initial (+10% dans le cas de référence).

• Pour un écart à la baisse (négatif) : cela signifie que l’on soutire moins de puissance depuis
le réseau que prévu. On se retrouve ainsi avec un engagement de soutirage sur le réseau
mais on n’a finalement pas besoin de cette énergie : il va donc falloir s’en débarraser. On va
donc revendre « virtuellement » l’énergie que l’on s’était engagé à soutirer. Pour que cette
revente soit pénalisée elle est revendue moins cher qu’elle avait été achetée (-10% dans le
cas de référence).

Le prix des écarts (et donc leur coût) va donc dépendre de leur signe. Finalement le coût des
écarts en de leur puissance et de leur signe, modélisé dans le problème de planification sous la
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forme de deux équations (6.25 et 6.26), peut être représenté figure 6.10. On notera que ce modèle
du coût des écarts permet de conserver la convexité de l’ensemble des solutions admissibles.

On peut donc formaliser le coût des écarts dans le problème de planification grâce à deux
équations :

Coût∆PRéseau

k,n ≥ ∆PRéseau
k,n ×Prix∆P≥0

k ×∆Tk (6.25)

Coût∆PRéseau

k,n ≥ ∆PRéseau
k,n ×Prix∆P≤0

k ×∆Tk (6.26)

FIGURE 6.10 – Courbe représentative du calcul du coût des écarts (ici pour une pénalité de 20% :
Prix∆P

k = (1±20%)×PrixRéseau
k )

6.4.2 Contrainte de soutirage

Comme nous ajoutons des contraintes sur la puissance soutirage depuis le réseau lors de la
planification, on souhaite mettre en place une méthode pour vérifier l’occurence de leur respect
après simulation.

Pour la première contrainte sur l’amplitude du soutirage, il suffit de calculer l’amplitude de
soutirage simulée et de vérifier si elle respecte l’inégalité ci-dessous.

max
k

(PCharge
k )−min

k
(PCharge

k )≥ max
k

(PRéseau,simulé
k )−min

k
(PRéseau,simulé

k ) (6.27)

Pour la seconde contrainte sur le soutirage, à savoir, une puissance constante durant les période
de pointe, on regardera la distribution et la quantité des écarts lors de ces périodes.
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6.4.3 Autoconsommation

L’objectif d’autoconsommation est lui implicite mais peut-être vérifié simplement. Il faudra
en effet calculer l’énergie totale soutirée depuis le réseau sur l’année simulée et la retrancher à
l’énergie totale consommée sur le micro-réseau.

ECharge,autoconsommé
Totale = ECharge

Totale −ERéseau,simulé
Totale (6.28)
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7
Résultats de la planification

Ce chapitre contient l’ensemble des résultats des simulations de pla-
nification : de l’illustrant de son intérêt à l’étude des ensembles de
scénarios comme paramètre d’entrée en passant par la comparai-
son des approches stochastique et déterministe. Les deux contraintes
mise en place ainsi que la mitigation des écarts sont également dis-
cutés.
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Chapitre 7. Résultats de la planification

Ce chapitre, comme suite immédiate du précédent, permet de détailler les résultats du cas
d’étude défini : la planification d’un micro-réseau sous incertitude. En premier lieu, nous discu-
terons de l’intérêt même de ce processus d’anticipation de l’opération d’un tel système, sujet aux
aléas de la production d’énergie PV, contraint par le fonctionnement de ses entités mais également
par ses interactions avec le réseau principal. Ainsi nous verons que des modèles d’optimisation,
déterministe ou stochastique, permettent de répondre à ces challenges tout en minimisant les coûts
d’opérations. Par la suite, nous évoquerons les effets de l’ajout de contraintes sur la puissance de
soutirage puis nous détaillerons les bénéfices de l’approche stochastique, notamment dans la ges-
tion du risque et de son coût. Finalement, nous discuterons de l’apport des méthodes de génération
détaillées dans la partie II comme données d’entrée de la planification.

7.1 Intérêt de l’anticipation et de la planification

Avant d’étudier l’intéret de la planification du micro-réseau et plus particulièrement de la ges-
tion d’un système de stockage, on s’attache à montrer l’importance d’une prévision de qualité.

7.1.1 Cas d’étude sans planification

Dans le cas du micro-réseau étudié, pour pouvoir annoncer un plan de soutirage la veille de
chaque journée, il faut donc avoir une idée de la la consommation électrique et de la production
photovoltaïque futures. La consommation est considérée comme certaine et connue à l’avance
(voir section 6.2.1), sans prévision PV disponible, la meilleure estimation possible est d’utiliser la
production de la veille (modèle de persistance, noté PPers). Pour montrer ici l’intérêt de l’utilisa-
tion d’une prévision de meilleure qualité pour notre cas d’étude on simule donc le système avec
deux prévisions différentes et en utilisant la persistance. De plus on pourra comparer l’utilisation
d’une prévision déterministe et d’une prévision issue de la liste des quantiles à disposition (le
quantile 50% pour chacun des intervalles considérés, noté Q50). Afin d’avoir une référence, il sera
aussi intéressant de connaître les résultats avec une prévision parfaite (PPar f ), c’est à dire avec les
observations de production PV.

Le plan de soutirage est prévu selon l’équation 7.1 puis simulé selon l’équation 7.2. Dans
les deux cas, on interdit l’injection vers le réseau et on module la puissance PV vers le bas en
cas d’excès (PCHARGE

k ≤ PPV
k ). Les écarts sont ensuite calculés comme décrits dans le chapitre

précédent section 6.4, équation 6.24.

PRÉSEAU,prévu
k = PCHARGE

k +PPV,prévu
k (7.1)

PRÉSEAU,simulé
k = PCHARGE

k +PPV,observé
k (7.2)

a) Coûts globaux d’opération

Les résultats de ces simulations sont présentés dans les tableaux 7.1 et 7.2 ci-dessous. Dans le
premier, on présente tout d’abord les écarts totaux ainsi que leur signe et leur valeur absolue. Le
second tableau permet de détailler le coût total, regroupant en fonction de la prévision utilisée le
coût prévu et simulé puis celui des écarts, simulé à partir des observations du productible PV, tous
deux présentés dans les colonnes qui suivent. Finalement, le tableau montre le coût des pénalités,
qui indique l’écart de coût entre une simulation donnée et la simulation qui a été faite à partir
d’une prévision parfaite. C’est les 10% de surcoût ou de manque à gagner du prix des écarts, ainsi
ces pénalités sont toujours positives (voir section 6.4.1).

Premièrement, on remarque que les résultats entre les deux types de prévisions déterministes
(PDet et Q50) sont très similaires. Deuxièmement, on s’aperçoit que les écarts totaux repésentent
une très faible part d’énergie totale soutirée (6,6 GWh), au maximum 1% pour la simulation avec
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Écarts totaux

(en MWh)

Écarts positifs

(en MWh)

Écarts négatifs

(en MWh)

Écarts absolus

(en MWh)

Q50 +50,7 +180,5 -129,8 310,3

PDet +104,5 +220,6 -116,1 336,7

PPers -9,0 +290,7 -299,7 590,4

TABLEAU 7.1 – Résumé des écarts des simulations sans planification avec différentes prévisions

Coût total

(en M)

Coût prévu

(en M)

Coût des écarts simulés

(en k)

Coût des pénalités

(en k)

PParf 1,208 1,208

Q50 1,214 1,198 +15,865 5,846

PDet 1,214 1,188 +25,966 6,325

PPers 1,219 1,209 +10,377 11,151

TABLEAU 7.2 – Résultats économiques des simulations sans planification avec différentes prévi-
sions

PDet , si l’on prend en compte les écarts absolus on monte à 7% pour la simulation à partir de la
persistance. On observe également que le coût des écarts pour toutes les simulations est quasiment
négligeable par rapport aux coûts totaux d’opérations. En effet, ils ne représentent pas plus de 2%
des coûts totaux (voir tableau 7.2).

Entre les deux options de prévision disponibles, la différence est que sur l’ensemble de la
période simulée la prévision déterministe sous-estime plus le productible PV (écart totaux de +104
MWh contre +50 MWh, voir tableau 7.1) cela entraine donc des écarts globalement positifs et
donc des achats supplémentaires d’énergie qui seront pénalisés. Cependant si l’on s’intéresse au
montant des pénalités, on s’aperçoit qu’il n’y a que 500 d’écart entre les deux prévisions. Le coût
des pénalités va être proportionnel aux écarts absolus de la simulation : on est pénalisé dès qu’il
y a un écart, peu importe son signe. Les écarts absolus des deux prévisions comparées étant très
proches il est donc logique de retrouver un montant similaire de pénalités.

Si l’on s’intéresse maintenant aux résultats de la prévision PPers, on note qu’elle a au global
très légèrement surestimé la production photovoltaïque et entraine donc plus d’écarts négatifs que
positifs. Or, on remarque que le coût des écarts est lui bien positif : c’est l’illustration de l’effet
des pénalités. Comme expliqué plus haut, ces pénalités sont proportionnelles aux écarts absolus,
ceux du modèle de persistance étant pratiquement deux foix supérieurs à ceux des deux autres
prévisions il n’est pas supprenant de constater leur impact sur le coût total de la simulation (+11
k).

Ces simulations montrent donc l’intérêt d’utiliser des prévisions qualitatives dans notre cas
d’étude et permet également d’introduire les ordres de grandeurs des coûts d’opération du système
ainsi que ceux des écarts. On remarque notamment la faible part qu’occupent ces derniers (avec
leurs pénalités associées) dans le coût total, ce qui nous montre que les gains à faire dessus seront
faibles.

b) Objectifs de soutirage

On s’interesse dorénavant aux objectifs sur le soutirage : la réduction de l’amplitude et un
soutirage constant pendant les périodes de pointe. Ces premières simulations ne présentant aucun
degré de liberté pour agir sur ces deux contraintes, on ne peut donc que constater leur réalisation
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au cours de la simulation.
Le tableau 7.3 ci-dessous présente les résultats sur l’amplitude du soutirage. On remarque que

l’utilisation ou non d’une prévision n’a qu’une influence négligeable sur l’augmentation de l’am-
plitude journalière. Le respect de l’objectif est le même quelque soit la simulation et relativement
faible (23%). Cela illustre bien le besoin de pilotage du micro-réseau afin de diminuer le taux
d’occurence d’augmentation de l’amplitude.

Occurence

d’augmentation de

l’amplitude (en %)

Médiane de l’amplitude

journalière de soutirage

(en kW)

Augmentation de la médiane

l’amplitude journalière

de soutirage (en kW)

PParf 77 1 083 +249

Q50 77 1 090 +256

PDet 77 1 093 +259

PPers 77 1 088 +254

TABLEAU 7.3 – Résultats sur l’amplitude de soutirage des simulations sans planification avec
différentes prévisions

La figure 7.1 ci-dessous permet d’observer la distribution des écarts en fonction des périodes
de prix. On remarque que les conclusions de la section précédente sur la différence de suresti-
mation entre Q50 et PDet sont vérifiées : cette dernière est légèrement plus optimiste et engendre
plus d’écarts positifs. Le deuxième enseignement apporté par ce graphique est la distribution des
écarts en fonction des différentes périodes. Ces derniers se concentrent naturellement pendant les
périodes où le productible PV est le plus important, donc le plus sujet aux aléas. On remarquera
notamment que la période de la première pointe est celle qui en regroupe le plus : ce qui peut être
expliqué par sa durée conséquente (5h) et le fait qu’elle contienne la période de production maxi-
male (zénith de la course du soleil). En revanche, les écarts sur la seconde période de pointe sont
très réduits du fait de la faible présence de production PV à ce moment. On peut donc en déduire
que l’objectif d’avoir un soutirage constant sera plus facile à respecter pour cette pointe que pour
la première.

FIGURE 7.1 – Écarts à l’issue de la simulation sans pilotage
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c) Autoconsommation

Pour comparer la quantité d’énergie soutirée par rapport à l’énergie de la charge, leur somme
sur l’ensemble des simulations est représentée figure 7.2. On remarque que le productible PV per-
met, sans action de gestion particulière, d’augmenter l’autoconsommation sur la première période
de pointe et la période pleine.

FIGURE 7.2 – Comparaison de l’énergie consommée et de l’énergie soutirée depuis le réseau -
Sans planification

Si l’on regarde l’autoconsommation comme définie dans la section 6.4.3, les résultats obtenus
par les différentes simulations sont les mêmes et pour une consommation totale de 8,207 GWh on
obtient un soutirage de 6,634 GWh soit un taux de 19,2% d’autoconsommation.

7.1.2 Cas d’étude avec stockage et planification

De la même façon que dans la section précédente avec l’utilisation de prévisions qualitatives,
on se pose la question de la pertinence de l’ajout d’un système de stockage et de la mise en place
d’une méthode de planification sur un tel micro-réseau ; avant même d’y intégrer des contraintes
sur le soutirage ou une formulation stochastique permettant de prendre en compte les écarts futurs.
On suppose que l’ajout d’une batterie permet de stocker de l’énergie sur l’horizon étudié va per-
mettre de faire des arbitrages économiques entre certains moment de la journée et qu’une méthode
de planification permet d’anticiper la gestion de ce stockage.

a) Coûts globaux d’opération

Les résultats globaux sont consignés dans les tableaux 7.5 et 7.1 ci-dessous. Ces derniers sont
similaires aux tableaux de résultats des simulations précédentes, on y a juste ajouté le gain sur les
coûts d’opérations globaux par rapport aux simulations sans planification.

Si l’on s’intéresse aux écarts en premier lieu, on remarque qu’il sont quasiment identiques au
simulations de la section 7.1.1. Cette similarité est naturelle : peu importe le fait d’utiliser une
méthode de planification ou non, on se base sur une prévision donnée (PDet ou Q50), on sera donc
exposé au même aléa dans les deux cas. En effet, on prend la décision d’un plan de soutirage à par-
tir de la même information ; lorsque la simulation sera réalisée, l’erreur de la prévision concernant
la puissance PV effectivement produite et l’écart engendré sur le soutirage seront donc les mêmes.
A la nuance près de la modulation PV vers le bas. Ainsi dans le premier cas (sans pilotage) cette
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Écarts totaux

(en MWh)

Écarts positifs

(en MWh)

Écarts négatifs

(en MWh)

Écarts absolus

(en MWh)

Q50 +51,7 +181,2 -129,5 310,7

Pdet +104,7 +220,7 -116,0 336,7

TABLEAU 7.4 – Résumé des écarts des simulations de planification sans contraintes de soutirage

Coût totaux

(en M)

Gain par rapport

à la simulation

précédente (en %)

Coût prévu

(en M)

Coût des

écarts simulés

(en k)

Coût des

pénalités

(en k)

PParf 1,196 -1,0 1,196

Q50 1,203 -0,9 1,187 +16,066 5,855

PDet 1,203 -0,9 1,177 +26,002 6,325

TABLEAU 7.5 – Résultats économiques des simulations de planification sans contraintes de souti-
rage

réduction de la puissance PV est subie dans les étapes de prévision et de réalisation du plan. Dans
le cas où un système de stockage et une méthode de planification sont mis en place, la batterie
permet d’encaisser des éventuels surplus de production et ne prévoit aucune diminution volontaire
de production PV. Lors de l’étape de réalisation du plan décidé, où la puissance de la batterie est
déjà fixée et ne peut donc pas absorber un éventuel surplus, la modulation est alors possible. La
simulation avec planification va donc mener à prévoir moins de modulation vers le bas du PV
et donc à plus utiliser d’énergie PV au global. Or si l’on utilise plus de PV, on s’expose à plus
d’aléas et donc d’écarts, d’où cette très légère différence. On notera malgré tout que cela concerne
seulement quelques MWh sur l’ensemble des simulations.

Dans un second temps, on remarque que le pilotage améliore les coûts totaux dans tous les cas,
nous allons voir dans la section suivante l’origine de ces gains. Ce gain reste cependant très faible
relativement aux coûts d’opérations totaux. Quant à lui, le coût des écarts bouge très peu pour
chaque simulation, il n’y a en effet pas de moyen pour diminuer ces contingences (cf. paragraphe
ci-dessus).

Arbitrages économiques grâce à la batterie

La figure 7.3 résume les différentes prévisions et trajectoires issues de la planification pour
un horizon donné. Les prévisions de charge, de puissance PV et de charge résiduelle sont d’abord
présentées figures 7.3a et 7.3b. On peut ensuite observer le plan de la batterie sur la figure 7.3c :
la stratégie retenue consiste à recharger la batterie sur la période creuse afin de bénéficier du tarif
le plus bas de la journée puis de décharger l’intégralité de son stock lorsque l’énergie est la plus
chère, soit lors de la deuxième pointe. On note l’impact de cette stratégie sur le soutirage prévu
sur la figure 7.3d : un pic de soutirage pendant la période creuse (400 kW plus élevé que la valeur
maximum de la charge) et un creux de soutirage pendant la seconde pointe (quasiment 500 kW
plus faible que la valeur minimum de la charge).

Sur cette journée, les coûts d’opération sont de 2 739 contre 2 771 pour la simulation sans
planification ni stockage, soit un gain de 32 (1,2%). Les résultats globaux sur les gains journaliers
globaux sont consignés dans le tableau 7.6. Ce sont donc 78% des journées simulées avec une
planification à partir d’une prévision qui ont un meilleur coût d’opération. Le gain sur la médiane
du coût journalier est d’environ 32 ce qui représente moins de 1% de ce coût journalier.
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(a) Charge et PV prévus (b) Charge résiduelle prévue

(c) Puissance prévue de la batterie (d) Plan de soutirage et charge prévus

FIGURE 7.3 – Résumé des trajectoires issues de la planification à partir de Q50 - 15/07/2020
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Gain total

(en k)

Gain journalier

médian (en )

Part de jours

de gain (en %)

PParf 12,356 32,4 78

Q50 11,504 32,4 78

PDet 11,399 32,4 78

TABLEAU 7.6 – Résumé des gains des simulations avec planification

L’énergie totale transitant dans la batterie en fonction de la zone de prix, représentée figure 7.4
nous montre bien que le fonctionnement de la batterie est similaire tous les jours simulés. Quasi
sytématiquement, elle stocke de l’énergie que le micro-réseau soutire durant la période creuse puis
délivre l’énergie stockée pendant la seconde pointe. On notera qu’il y a extrêmement peu d’activité
dans les deux autres zones de prix.

FIGURE 7.4 – Bilan de l’énergie transitant dans la batterie en fonction de la zone de prix pour la
simulation de planification à partir de Q50

b) Objectifs de soutirage

Le tableau 7.7 présente les résultats sur le respect de l’objectif d’amplitude de soutirage. Les
résultats sont très similaires pour toutes les simulations avec une grande amplitude médiane et une
forte augmentation de cette dernière par rapport à celle de la charge.

On remarque ainsi que la contrainte d’amplitude n’est jamais respectée dans le cas de la si-
mulation avec la prévision parfaite et qu’elle est respectée dans une infime partie des deux autres
simulations. Cela est lié au fonctionnement de la batterie induit par la construction du problème de
planification. En effet, comme présenté dans la section précédente, pour notre système le meilleur
moyen de diminuer son coût d’opération est de soutirer le moins possible lorsque le prix de l’éner-
gie est le plus élevé et inversement lorsque le prix est le plus faible pour charger la batterie. Le
fonctionnement de la batterie va donc être similaire pour toutes les journées simulées comme
dans le cas présenté figure 7.3. De façon générale les points de soutirage extrémaux (maximum
et minimum) sont modifiés (respectivement à la hausse et à la baisse) et cela entraine donc une
augmentation de l’amplitude journalière. Le cas de la figure 7.3d représente une situation où l’am-
plitude passe de 600 à 1 500 kW, soit une augmentation de 900 kW. C’est lors d’une période
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Occurence

d’augmentation de

l’amplitude (en %)

Médiane de l’amplitude

journalière de soutirage

(en kW)

Augmentation de la médiane

l’amplitude journalière

de soutirage (en kW)

PParf 100 1 590 +756

Q50 99,7 1 592 +758

Pdet 99,7 1 593 +759

TABLEAU 7.7 – Résultats sur l’amplitude de soutirage des simulations de planification sans
contraintes de soutirage

estivale, où l’amplitude est plus faible que pour les autres saisons (voir figure 6.4c), il est donc lo-
gique de trouver une augmentation conséquente par rapport à la médiane de l’amplitude sur toute
la simulation.

c) Autoconsommation

Les différents résultats pour l’autoconsommation dans ces simulations sont présentés dans le
tableau 7.8 ci-dessous.

Énergie totale

soutirée (en MWh)

Taux

d’autoconsommation

(en %)

Énergie totale

transitant dans

la batterie (en MWh)

PParf 6 633 17,7 548

Q50 6 638 17,7 543

PDet 6 640 17,7 542

TABLEAU 7.8 – Résumé de l’énergie totale soutirée et transitant dans la batterie pour les simula-
tions de planification sans contraintes de soutirage

On observe que le taux d’autoconsommation a diminué de quelques pourcents par rapport aux
simulations sans planification ni stockage. On peut expliquer cette tendance par l’utilisation de la
batterie, ainsi à chaque fois qu’1 MWh transite par la batterie, il y aura des pertes de rendement,
on aura donc besoin de soutirer plus d’1 MWh pendant la période creuse pour fournir 1 MWh
de la charge pendant la pointe du soir. Ces pertes sont jugées viables économiquement car elle
permettent de gagner plus qu’elles ne coûtent. On remarquera également que les résultats entre les
trois simulations sont extrêmement similaires, ce qui illustre que peu importe la prévision utilisée,
la planification entraine la même gestion de la batterie que celle décrite dans la section 7.1.2.a plus
haut.

Cette section nous a montré tout l’intérêt de l’utilisation d’un système de stockage ainsi que
d’effectuer une planification. En effet, en modélisant la planification sous la forme d’un problème
d’optimisation avec une fonction objectif à minimiser, on permet à la batterie à stocker et déstocker
stratégiquement l’énergie au cours de l’horizon journalier considéré. En revanche, sans aucune
contrainte formulé dans le problème, les objectifs secondaires (soutirage et autoconsommation),
ne sont pas poussés à se réaliser, les résultats de la planification nous montrent que c’est même le
contraire. C’est donc le but des contraintes que nous avons ajouté au modèle de planification (voir
section 6.3.2), que nous allons étudier dans les sections suivantes.
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7.2 Résultats de la planification déterministe

Cette section présente les résultats de la simulation de la planification déterministe, telle que
modélisée dans la section 6.3.3.a et à partir d’une prévision déterministe comme paramètre d’en-
trée. Dans un premier temps, les résultats sont détaillés pour deux journées puis le bilan global sur
l’ensemble des horizons temporels simulés est discuté.

7.2.1 Focus sur certaines journées

Afin de comprendre l’effet des contraintes définies sur la planification et sa simulation, on
analyse les résultats sur des horizons de planification particuliers. Pour cela deux cas on été sélec-
tionnés :

• Une journée avec beaucoup de productible PV prévue, mais finalement à la baisse, ce qui
entraîne des écarts positifs.

• Une journée avec peu de productible PV prévue, mais finalement à la hausse, ce qui entraîne
des écarts négatifs.

a) Cas 1

Présentation du cas

La figure 7.5 ci-dessous représente les prévisions pour la première journée étudiée. Sur cet
horizon de deux jours on retrouve une courbe de charge typique de l’automne avec une pointe
du soir marquée et on remarque une pointe du midi plus importante sur la deuxième journée
que sur la première. La courbe de productible PV attendue est quant à elle plutôt faible avec
une puissance maximale de 400 kW sur l’horizon considéré. Si l’on regarde la courbe de charge
résiduelle associée à ces deux précédentes prévisions, on remarque que l’impact de l’association
des deux courbes se résume à une baisse de la puissance principalement sur la période de la 1ère

pointe.
Dans les sections suivantes, on se propose d’étudier les résultats du planification en fonction

des deux statégies mises en place pour remplir nos objectifs économiques et sur la puissance
de soutirage depuis le réseau. Pour cela les différentes trajectoires déterminées à partir des deux
prévisions de la figure 7.5a sont présentées dans les figures 7.6 et 7.7, pour chacune des stratégies.

Stratégie avec contrainte explicite

Pour cette première stratégie de réduction de l’amplitude, on remarque tout d’abord que toute
la puissance PV prévue est planifiée (voir figure 7.6b), étant plutôt réduite elle ne va pas pénaliser
la contrainte de réduction de l’amplitude, il est donc logique de profiter de cette énergie dans le
plan et de ne pas moduler sa puissance à la baisse. Le choix de la courbe de soutirage que l’on voit
sur la figure 7.6a est donc complètement lié à la consigne de la batterie. On remarque une stratégie
similaire pour les deux journées de l’horizon : on profite de la période creuse pour recharger la
batterie afin de bénéficier de son prix avantageux et recharger entièrement la batterie, comme
l’indique la trajectoire de son état de charge figure 7.6c. On note sur la figure 7.6a que la puissance
soutirée utilisée pour stocker l’énergie dans la batterie est répartie sur la période creuse afin de ne
pas augmenter l’amplitude journalière, à l’inverse de la planification sans contrainte (voir section
7.1.2.b).

A la suite de cette période vient la première pointe de la journée, et, pour maintenir un soutirage
constant, on remarque que la puissance de la batterie suit donc celle de la charge résiduelle (voir
figure 7.5b). Pour les deux journées de l’horizon, on note qu’à la suite de cette pointe du midi, la
batterie est encore à un niveau de charge élevé (respectivement 90 et 73%). Ce stock d’énergie est
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(a) Charge et PV prévus

(b) Charge résiduelle prévue

FIGURE 7.5 – Courbe de charge, production PV et charge résiduelles prévues à partir de Q50 -
31/01/2020
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important pour respecter la contrainte liée à la 2ème pointe de la journée. En effet, sur cet intervalle,
la puissance PV étant nulle, seule la batterie peut ajuster la puissance de soutirage afin qu’elle soit
constante. De plus, l’énergie étant la plus chère à cet instant de la journée, la puissance constante
choisie doit donc être la plus faible possible pour réduire le coût le plus possible. Il faut donc que
l’état de charge de la batterie soit haut avant que cette période commence, si il est maximal sur la
première journée le modèle de planification choisi de ne pas plus charger la batterie avant la pointe
du soir le deuxième jour. Il est donc estimé que la différence de prix entre la période pleine et la la
seconde pointe n’était pas assez avantageuse pour recharger la batterie à ce moment là. En effet, à
cause des pertes liées au rendement de la batterie on perd environ 20% de l’énergie transitant dans
la batterie, il faut donc que l’arbitrage économique soit plus intéressant que les pertes liées à ce
rendement.

On remarque que l’objectif de diminution de l’amplitude est rempli et même dépassé car on
passe d’un amplitude journalière de la charge prévue de 840 kW à 416 pour celle du soutirage.
Cependant si l’on observe les résultats de la simulation figure 7.6d et 7.6e, on peut constater
les effets des écarts liés à l’aléa PV. Ainsi la puissance PV sur la journée simulée et bien plus
importante que prévue et cela entraine des écarts négatifs : on va soutirer moins que prévu. Cela
a pour effet malheureux de diminuer la puissance minimale de soutirage et donc d’augmenter
l’amplitude journalière à 969 kW (+ 127), violant ainsi la contrainte sur l’amplitude mais aussi
celle sur la puissance de soutirage constante. Cependant cela a pour effet de diminuer le coût
journalier car les écarts négatifs ainsi produits consituent un gain, tout de même pénalisé de 10 %
pra rapport au prix de l’énergie initial (voir section 6.4.1).
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.6 – Résumé des trajectoires issues de la planification à partir de Q50 - Contrainte explicite - 31/01/2020

139



Chapitre 7. Résultats de la planification

Stratégie avec contrainte incitative

Les trajectoires estimées et simulées à partir du problème de planification avec la contrainte
incitative sont consignées dans la figure 7.7. Pour cette seconde stratégie, le résulat de la planifi-
cation présente des similarités avec la première : la puissance de soutirage devant être constante
durant les périodes de pointe, c’est la modulation de celle de la batterie qui va le permettre.

De plus, pour cette stratégie, la forme de la courbe de soutirage doit rester la même que celle de
la charge initiale. Ainsi pour la première journée, la charge de la batterie est donc répartie sur toute
la période creuse grâce à cette contrainte. Sur l’intervalle de la 1ère pointe, la batterie va, comme
pour la stratégie précédente, suivre la forme de la courbe de charge résiduelle tout en se déchargant
pour miniser le soutirage total sur cette période où l’énergie est chère. Le gain est cependant limité
par le fait de devoir anticiper la seconde pointe et par la contrainte qui minore cette constante afin
de ne pas augmenter l’amplitude journalière (voir équation 6.13, section 6.3.2.b). Nous avons vu
précedement qu’il nétait pas forcément rentable de stocker de l’énergie sur la période pleine mais
pour respecter la contrainte de forme de soutirage, la batterie se charge au minimum à ce moment
sur les deux journées, constituant ainsi un stock pour la période suivante. Lors de la deuxième
pointe, c’est une nouvelle fois la batterie qui permet d’ajuster le soutirage : tout en le gardant
constant, on vide le stock d’énergie au maximum pour diminuer le coût des achats d’énergie de
cette période.

Ici encore l’objectif de diminution de l’amplitude journalière est atteint avec une diminution
prévue de 277 kW par rapport à la charge. Toutefois si l’on s’intéresse aux courbes issues de la
simulation, on observe le même éceuil que pour la stratégie précédente avec des écarts importants
qui empêchent le respect de l’objectif sur le soutirage. L’augmentation de l’amplitude est plus
importante dans que pour la première stratégie dans ce cas puisque le maximum de soutirage est
légèrement plus important et la diminution liées aux écarts reste la même (figures 7.6 et 7.7).

Résultats comparés des deux stratégies

Les différents indicateurs sur les coûts journaliers, les écarts et l’amplitude journalière de
soutirage sont consignés pour les deux stratégies dans les tableaux 7.9, 7.10 et 7.11 ci-après.

Coût journalier

prévu (en )

Coût journalier

simulé (en )

Coût des écarts

(dont pénalités, en )

Contrainte explicite 4 418 3 944 -474 (54)

Contrainte incitative 4 458 3 984 -474 (54)

TABLEAU 7.9 – Résultats des coûts journaliers pour la simulation de la planification déterministe
- Cas 1 - 31/01/2020

Écarts journaliers

(en kWh)

Écarts journaliers

absolus (en kWh)

Contrainte explicite -2 701 2 744

Contrainte incitative -2 701 2 744

TABLEAU 7.10 – Résultats des écarts journaliers pour la simulation de la planification détermi-
niste - Cas 1 - 31/01/2020
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.7 – Résumé des trajectoires issues de la planification à partir de Q50 - Contrainte incitative - 31/01/2020
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Amplitude

journalière

prévue (en kW)

Variation par

rapport à la

charge (en kW)

Amplitude

journalière

simulée (en kW)

Variation par

rapport à la

charge (en kW)

Contrainte explicite 414 -426 969 +127

Contrainte incitative 564 -277 1 131 +289

TABLEAU 7.11 – Résultats de l’amplitude journalière pour la simulation de la planification déter-
ministe - Cas 1 - 31/01/2020

La comparaison des résultats pour cette journée simulée entre les deux stratégies de réduction
de l’amplitude montre quelques différences mineures.

En premier lieu, on observe un coût légèrement plus élevé pour la seconde stratégie. Cela
s’explique par le fait que cette dernière est plus contraignante que la première. En effet, pour
respecter la contrainte de forme du plan de soutirage, le problème de planification doit parfois
charger et décharger la batterie alors qu’il n’y aurait pas forcément d’intérêt économique à le
faire. Ce qui amène donc la seconde stratégie à soutirer plus d’énergie sur la journée considéré
(24,64 contre 24,38 MWh), cette très légère différence permet d’avoir une puissance constante
soutirage plus faible durant la première pointe donc de faire plus d’économies sur le prix mais ne
compense pas le surplus de soutirages aux autres périodes.

Concernant les écarts, il n’est pas surprenant qu’ils soient identiques pour les deux cas puisque
que la simulation du plan de permet pas de les mitiger. On remarque tout de même qu’ils quasiment
exclusivement négatifs, illustrant le pessimisme de la prévision PV. On notera également que le
montant des pénalités est assez conséquent, une prévision parfaite aurait permis d’économiser 54
, ce qui reste très peu par rapport aux coûts d’opérations journaliers.

Pour l’objectif de réduction de l’amplitude, cette journée paraissait assez favorable au moment
de la planification car la puissance PV prévue était plutôt faible, ce qui avait pour conséquence de
ne pas augmenter l’amplitude de la charge résiduelle (voir section 6.1.3). La première stratégie n’a
donc pas de mal à respecter la contrainte fixée, la deuxième stratégie non plus mais la relation de
proportionalité entre la charge et le soutirage entraîne un pic plus important à la fin de la période
creuse, ce qui cause une amplitude prévue plus importante dans ce cas. Une fois la journée simulée
et les écarts de production PV révélés, les résultats montrent, qu’aucune des deux stratégies n’a
permis de maintenir la réduction d’amplitude.

b) Cas 2

Présentation du cas

Le deuxième cas particulier présente deux journées bien différentes du cas précédent. On pré-
sente les prévisions de charge, PV et charge résiduelle sur les figures 7.8a et 7.8b ci-après. Ici la
période est automnale, le premier pic de consommation de la première journée est plus important
que dans le premier cas (c’est un jour de weekend) mais le niveau de consommation est plus faible
durant la nuit (i.e. période creuse). La différence majeure dans ce cas est la puissance PV, qui est
ici bien supérieure avec deux pics prévus à près de 1 MW. L’effet sur la courbe de charge rési-
duelle est donc bien plus important que dans le cas précédent : l’association de la charge et de la
courbe PV « creuse » la charge résiduelle sur la période de production PV. L’effet est d’autant plus
important sur la deuxième journée où la charge est plus faible sur la pointe du midi et la période
pleine.
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(a) Charge et PV prévus

(b) Charge résiduelle prévue

FIGURE 7.8 – Courbe de charge, production PV et charge résiduelles prévues à partir de Q50 -
11/10/2020
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Stratégie avec contrainte explicite

La stratégie de planification engendrée par la contrainte explicite présentée figure 7.9 est ici
finalement assez similaire à celle du premier cas : charger la batterie au maximum durant la période
creuse pour bénéficer du meilleur prix, ajuster la puissance de soutirage pendant la 1ère pointe pour
obtenir une constante faible mais en gardant un état de charge conséquent pour déstocker le plus
possible d’énergie durant la 2nde pointe.

On remarque qu’aucune modulation de PV n’est prévue : toute l’énergie produite est prévue
d’être utilisée, et ce malgré son effet sur l’amplitude de la charge résiduelle. C’est la batterie qui
permet d’atténuer son effet par son plan de charge et de décharge : lors du pic de production qui
se trouve autour de la pointe de la fin de matinée, la batterie se décharge et se charge tout à tour
permettant de garder la puissance de soutirage constante mais aussi de diminuer le creux de la
charge résiduelle de 70 kW tout en baissant également la puissance maximum permettant ainsi de
remplir l’objectif sur l’amplitude. On prend également soin de répartir la charge sur les périodes
favorables pour ne pas augmenter trop le soutirage maximum. On observe ici un plan similaire sur
les deux journées.

Sur les figures 7.9d et 7.9e, on peut oberver les résultats après la simulation du plan prévu. On
remarque que la puissance PV est bien moins importante que prévue, créant donc des écarts à la
hausse. Sur la dernière figure repésentant le plan de soutirage prévu et le simulé, on peut voir que
ça a pour effet d’augmenter la puissance maximale de soutirage mais cela hausse aussi la valeur
minimale donc l’effet en assez neutre sur l’amplitude journalière.

Stratégie avec contrainte incitative

La planification résultant de la stratégie incitative est présentée ci-après figure 7.9. Ici, on peut
remarquer une véritable différence entre les deux approches.

Cette stratégie opte pour une recharge assez faible de la batterie durant la période creuse de
la première journée (jusquà 50 % de sa capacité), puis module sa puissance afin de maintenir une
puissance constante durant la première pointe. Dans ce cas de figure, la batterie se recharge ensuite
en même temps que la production PV est maximale ce qui permet de contrer l’effet du PV sur la
puissance minimale de charge résiduelle plus efficacement que la 1ère stratégie, on augmente ainsi
le minimum de 250 kW.

Dans ce cas la batterie se retrouve « coincée » entre les arbitrages économiques et le fait de
devoir réduire l’amplitude journalière. En effet la seconde journée étant particulièrement difficile
pour diminuer l’amplitude de la charge, la batterie est obligée d’arriver avec un stock le plus bas
possible lors de la pointe de fin de matinée de la 2nde journée : pour respecter le fait de soutirer à
puisssance contante, la batterie va devoir se charger le plus possible durant cette période. Et pour
que la constante soit la plus basse possible et faut que le soutirage soit le plus faible possible durant
la nuit, d’où le fait de décharger la nuit et non durant la pointe du soir. On peut ainsi expliquer le
comportement de la batterie qui ne semble pas faire les arbitrages économiques observés dans le
plan de la stratégie précédente. C’est l’illustration de l’incitation à la diminution d’amplitude, et
ici on la diminue de 120 kW de plus.

Concernant les résultats de la simulation présentés figure 7.9e, on remarque que les écarts
positifs importants engendrés par la réalisation de la puissance PV ont un effet plus négatif que
pour la stratégie précédente. Le mimimum de soutirage étant plus important, l’augmentation de
son maximum fait que l’objectif n’est plus atteint.

144



7.2.R
ésultats

de
la

planification
déterm

iniste

(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.9 – Résumé des trajectoires issues de la planification à partir de Q50 - Contrainte explicite - 11/10/2020
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.10 – Résumé des trajectoires issues de la planification à partir de Q50 - Contrainte incitative - 11/10/2020
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Résultats comparés des deux stratégies

Les différents indicateurs sur les coûts journaliers, les écarts et l’amplitude journalière de
soutirage sont consignés pour les deux stratégies dans les tableaux 7.12, 7.13 et 7.14 ci-après.

Coût journalier

prévu (en )

Coût journalier

simulé (en )

Coût des écarts

(dont pénalités en )

Contrainte explicite 3 778 4 495 +717 (68)

Contrainte incitative 3 990 4 707 +717 (68)

TABLEAU 7.12 – Résultats des coûts journaliers pour la simulation de la planification déterministe
- Cas 2 - 11/10/2020

Écarts journaliers

(en kWh)

Écarts journaliers

absolus (en kWh)

Contrainte explicite -3 376 3 518

Contrainte incitative -3 376 3 518

TABLEAU 7.13 – Résultats des écarts journaliers pour la simulation de la planification détermi-
niste - Cas 2 - 11/10/2020

Amplitude

journalière

prévue (en kW)

Variation par

rapport à la

charge (en kW)

Amplitude

journalière

simulée (en kW)

Variation par

rapport à la

charge (en kW)

Contrainte explicite 943 -15 926 -32

Contrainte incitative 824 -134 1 231 +271

TABLEAU 7.14 – Résultats de l’amplitude journalière pour la simulation de la planification déter-
ministe - Cas 2 - 11/10/2020

Tout comme le cas précédent, on observe une différence de coût tant à l’étape de planification
qu’après celle de simulation à l’avantage de la première stratégie. En effet, une nouvelle fois la
stratégie incitative mène à plus de soutirage sur le réseau et donc à plus d’achats d’énergie, ce qui
se répercute sur le coût d’opération. De plus, comme nous l’avons vu dans l’étude du second cas la
construction de la contrainte incitative fait que la planification baisse moins le soutirage lors de la
période de pointe du soir (1 366 contre 983 kW pour la stratégie explicite), ce qui engendre moins
d’arbitrage économique favorable. On peut également citer le fait que dans la seconde stratégie,
l’état de charge de la batterie est encore assez haut à la fin de la journée, et contient donc de la
valeur à l’inverse de l’autre approche, ce qui permet de nuancer l’écart de coût.

On remarque aussi que les pénalités représente encore une grosse part du coût des écarts
(environ 9%), ce qui n’est pas étonnant au vu de la quantité d’énergie représentée par les écarts, à
la hausse cette fois.

Quant à l’objectif sur l’amplitude de soutirage, le sujet a déjà été évoqué dans l’analyse indivi-
duelles des deux cas mais le tableau 7.14 permet d’effectuer la comparaison directe. Dans les deux
cas l’étape de planification permet effectivement de réduire l’amplitude mais il n’y a que pour la
première stratégie qu’il est rempli après la simulation.
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7.2.2 Résultats globaux

Après cet examen détaillé de deux cas particuliers, la section suivante permet d’analyser les
résultats sur l’ensemble des simulations effectuées, soit une année.

a) Coûts d’opération

Coût total

prévu (en k)

Coût total

simulé (en k)

Coût des écarts

(dont pénalités en k)

Contrainte explicite 1 190 1 205 +15,3 (6,0)

Contrainte incitative 1 208 1 223 +14,5 (6,0)

TABLEAU 7.15 – Résultats globaux des coûts d’opérations pour la planification déterministe

Les résultats économiques sont représentés dans les tableaux 7.15 ci-dessus. On remarque tout
d’abord que la stratégie explicite possède des coûts d’opération inférieurs à ceux obtenus après
la simulation faite avec la contrainte incitative. On note cependant que cet écart ne représente
qu’environ 1,5% des coûts totaux. De plus on observe également que, quelque soit la simulation,
le coût simulé une fois les écarts de production PV révélés est supérieur au coût prévu à l’issue
de la planification. Une nouvelle fois, la différence est de l’ordre du pourcent entre le coût prévu
et simulé. Comme nous l’avons décrit dans l’étude des deux cas particuliers, la stratégie explicite
semble plus encline à faire des arbitrages économiques intéressants. La figure 7.11 permet d’illus-
trer ce phénomène en montrant les coûts du soutirage de l’énergie sur les différentes périodes de
la journée (présentés par ordre croissant de prix), et ce pour la charge résiduelle sans planification,
puis selon les deux stratégie étudiées. On peut donc s’apercevoir que pour la période de prix la
plus pénalisante, la 2ème pointe, les deux stratégies permettent de diminuer le soutirage et donc de
faire des économies, la stratégie explicite montrant tout de même une plus forte baisse. Sur la 1ère

pointe, on observe le même effet de baisse de soutirage par rapport à la charge résiduelle pour la
première stratégie mais une augmentation pour la seconde stratégie de réduction de l’amplitude.

FIGURE 7.11 – Synthèse planification déterministe - Coût totaux d’opération par période de prix

Ces différences de coûts et de soutirage entre les deux stratégies sont liés au fonctionnement de
la batterie induit par les contraintes rajoutées au problème de planification. La figure 7.12 permet
de présenter globalement l’utilisation de la batterie sur la simulation pour chaque stratégie : le
premier graphique présente la quantité globale d’énergie ayant transité par la batterie et le second
présente la distribution de l’état de charge pour chaque heure de la journée.
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(a) Énergie transitant par la batterie selon les périodes de prix - Contrainte explicite (b) Énergie transitant par la batterie selon les périodes de prix - Contrainte incitative

(c) Distribution de l’état de charge de la batterie au cours de la journée - Contrainte
explicite

(d) Distribution de l’état de charge de la batterie au cours de la journée - Contrainte
incitative

FIGURE 7.12 – Résumé des trajectoires de la batterie sur l’ensemble des journées simulées - Synthèse planification déterministe
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Les figures résumant l’activité de la batterie permettent de confirmer ce qui a déjà été montré
durant l’étude des cas particuliers. Dans le cas de la stratégie explicite : on retrouve globalement
la même structure avec une recharge durant la période creuse et la majorité de la décharge durant
la pointe du soir, ce qui permet de faire le meilleur arbitrage économique sur la journée. Entre la
période creuse et cette dernière pointe la batterie est moins active, sauf pour limiter la baisse du
minimum de soutirage en se chargeant avec l’énergie solaire durant la 1ère pointe ou la période
pleine, à la marge. On remarque d’ailleurs sur la figure 7.12c, que l’EIQ de l’état de charge de la
batterie est assez faible pour chaque heure de la journée, ce qui signifie qu’il y a peu de variation
du plan de la batterie au fil des jours : son état de charge arrive près de son maximum au début de
la pointe de la matinée, permet de garder le soutirage constant en se déchargeant, et arrive à son
minimum à la fin de la point du soir.

Si l’on se penche sur le cas de la contrainte incitative on remarque une utilisation bien diffé-
rente du système de stockage. La batterie ne se charge pas quasiment exclusivement sur la période
creuse, la conctruction des contraintes l’entraînant à stocker durant toutes les périodes, même par-
fois celle de la pointe du soir comme dans le second cas d’étude (voir section 7.2.1.b). D’autre
part, l’état de charge est plus variable selon les journées, comme le montre son EIQ. Cela permet
d’illustrer que la stratégie incitative doit plus s’adpater aux situations particulières de chaque hori-
zon considéré et simulé. On notera que la stratégie explicite utilise légèrement plus la batterie que
la stratégie incitative (616 contre 592 MWh transités).

(a) Distribution des coûts journaliers prévus et simu-
lés

(b) Distribution des amplitudes journalières prévues
et simulées

FIGURE 7.13 – Synthèse planification déterministe - distributions des coûts et amplitudes journa-
lières en fonction de la stratégie

b) Anticipation des écarts

Au global, les écarts de coût entre les deux approches restent très faible comme en témoigne
la figure 7.13a, présentant la distribution des coûts d’opération journaliers. On remarque ainsi une
très légère différence entre les deux stratégies. Comme les coûts globaux et l’analyse précédente
l’indique cette différence économique est à l’avantage de la stratégie explicite.

Cette figure permet également de confirmer la très faible part des écarts, illustrés par la dif-
férence entre les coûts prévus et simulés. Au global les écarts sont très similaires entre les deux
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simulations, comme indiqué dans le tableau 7.16. A la nuance près de la modulation par les bas ef-
fectué dans certains cas par la planification avec contrainte incitative. Ainsi dans certains cas il est
plus favorable de se priver de l’énergie gratuite pour réaliser plus « facilement » (i.e. économique-
ment) les contraintes fixées. Le fait de moduler la puissance PV à la baisse permet également de
moins d’exposer aux écarts posotifs, d’où cette différence entre les résultats des deux approches.
Logiquement la somme des écarts absolus sur la simulation est la même que pour les deux pre-
mière simulations (voir sections 7.1.1.a et 7.1.2.a) puisque rien ne permet ni de les anticiper ni de
les corriger.

Écarts totaux

(en MWh)

Écarts positifs

(en MWh)

Écarts négatifs

(en MWh)

Écarts absolus

(en MWh)

Contrainte explicite 48 179 -131 310

Contrainte incitative 44 179 -135 314

TABLEAU 7.16 – Résultats globaux des écarts pour la planification déterministe

c) Objectifs de soutirage

Si l’on se penche sur le respect de l’objectif de soutirage, à savoir la réduction de son amplitude
journalière, la figure 7.13b permet d’illustrer l’apport des deux stratégies. En effet en regardant la
distribution de l’amplitude planifiée par les deux stratégies pour rapport à celle de la charge, on
note que les deux entraînent une baisse importante, respectivement de -174 et -231 kW pour les
stratégie explicite et incitative. Cette dernière remplit donc bien son objectif d’une baisse plus im-
portante par rapport à la première. Cependant la première prévoit logiquement de remplir l’objectif
dans 100% des plans prévus tandis que la seconde dans 70% uniquement.

Cet avantage s’inverse si l’on se penche sur l’amplitude après simulation du plan : l’objectif
est respecté dans 57% des cas pour la contrainte incitatitive et dans 52% des cas pour l’explicite.
Cette dégradation est à nuancer puisqu’on diminue tout de même l’amplitude médiane d’environ
100 kW et on reste très largement en dessous de l’amplitude de la charge résiduelle dans le cas des
deux contraintes. On peut expliquer cette dégradation pour la contrainte explicite par l’action plus
rare de la batterie lors des périodes pleines et sur la première pointe. Cela entraîne le minimum de
soutirage à être souvent planifié sur cet intervalle où la puissance PV est importante, exposant le
micro-réseau aux aléas et notamment aux écarts positifs de surproduction PV, entrainant donc une
baisse du soutirage pouvant violer la contrainte fixée. Pour la contrainte incitative les extrémas de
soutirage prévus sont répartis différement sur la journée et moins soumis aux aléas du PV, d’où
la baisse moins importante de l’objectif. On peut également constater que la stratégie explicite
permet une plus grande limitation des amplitudes « extrêmes » : en effet, les distributions montrent
que seules 5% des journées simulées présentent une amplitude supérieure à 1MW pour la stratégie
explicite contre plus de 15% pour la stratégie incitative. C’est notamment ce qu’illustre le second
cas particulier, voir section 7.2.1.b.

Le taux d’autoconsommation des deux approches est globalement le même, l’énergie soutirée
depuis de réseau étant respectivement de 6 647 et 6 642 MWh pour les stratégies explicite et
incitative. La différence étant dûe au fait qu’il y a légèrement plus d’énergie transistant dans la
batterie dans le premier cas. Cette énergie soutirée comparée à l’énergie PV utilsiée donne un taux
d’autoconsommation de 17,6%.

Si les deux approches permettent effectivement de diminuer légèrement l’amplitude journa-
lière de la charge nous avons vu que chaque approche menait à une gestion de la batterie bien
différente. Bien que causant un différence de coût économique marginale (+2000 , soit + 0,16%
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par rapport à la planification sans contrainte), la stratégie explicite permet de faire de meilleurs ar-
bitrages sur les prix. Cet avantage est contrebalancé par une exposition plus importante aux aléas
PV et une moins bonne performance sur l’objectif de soutirage. La seconde contrainte incitative
a quant à elle un coût de 20 000 (+ 1,6%) rapport à la planification sans contrainte. Dans la sec-
tion suivante nous allons voir les résultats des mêmes approches mais à partir de la formulation
stochastique.

7.3 Résultats de la planification stochastique

Dans cette section, on présente les résultats de la planification stochastique. Comme exposé
précédement, cette approche propose des différences majeures par rapport à la planification déter-
ministe (voir section 6.3.3.b). Ce type de modèle permet en effet de prendre en compte l’incertitude
de la prévision PV, sous la forme d’un ensemble de scénarios associés à leurs probabilités. Le fait
d’avoir cette représentation de l’incertitude permet également d’anticiper les écarts (et leur coût)
entre le plan de soutirage choisi et les différentes trajectoires envisagées pour le futur, représentées
par les scénarios.

7.3.1 Focus sur certaines journées

Comme pour l’analyse du pilotage déterministe présenté section 7.2.1, on commencera par
l’étude de deux cas particuliers, les mêmes journées que précédement. Afin de pouvoir comparer
les deux stratégies de réduction de l’amplitude journalière, les ensembles de scénarios utilisés
comme données d’entrée pour chaque simulation seront identiques. Pour une analyse plus claire,
les ensembles de scénarios sont réduit à 4 éléments, mais une analyse de l’influence de ce choix
de taille est faite par la suite.

a) Cas 1

Présentation du cas

Les prévisions pour la première journée étudiée sont présentées figure 7.14, on y trouve la
prévision probabiliste de productible PV et la prévision de charge. La charge étant connue de façon
certaine, on peut, en retranchant les quantiles de la prévision probabiliste à la charge, obtenir la
prévision probabiliste de la charge résiduelle. Cette représentation, bien que le nombre de quantile
soit ici limité, permet de mieux de rendre compte de la distribution potentielle du productible PV
et de la charge résiduelle. On remarque notamment une faible amplitude sur la distribution de la
seconde journée, même entre les quantiles 1 et 99%. Les quatre scénarios issus de cette distribution
sont présentées en annexes (voir figure D.1).

Stratégie avec contrainte explicite

La stratégie avec la contrainte explicite présente très peu de différences notables avec l’ap-
proche déterministe. La gestion de la batterie est globalement similaire dans les deux cas avec
une charge durant la période creuse, une petite décharge durant la première pointe pour satisfaire
la contrainte et arbitrer sur le prix de l’énergie puis finalement une décharge complète durant la
pointe du soir. On remarque tout de même sur la figure 7.15b, qui représente l’espérance de la
production PV attendue, que pour la même journée la prévision stochastique est ici plus optimiste
que la prévision déterministe, cela entraîne le choix d’une constante de soutirage plus faible pour
la pointe de la matinée.
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(a) Charge et PV prévus

(b) Charge résiduelle prévue

FIGURE 7.14 – Courbe de charge, production PV et charge résiduelles prévues à partir d’une
prévision probabiliste - 31/01/2020
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Contrairement, à la planification déterministe qui ne permettait pas de prévoir certains écarts
par rapport au plan annoncé, l’approche stochastique le permet et nous en avons l’illustration sur
le plan présenté figure 7.15 entre 11h et 14h. Ici la planification choisi d’annoncer un plan de
soutirage tout en prévoyant des écarts à la baisse (soit une hausse de la production PV). C’est ce
qu’on peut remarquer sur la figure D.3 en annexe, deux scénarios sur quatre anticipent des écarts
négatifs, la planification choisi donc un positionnement en prenant en compte cette possibilité et
le fait qu’un écart à la baisse fera diminuer les coûts d’opération. On note que la planification fait
le choix de recharger la batterie en causant des pics de soutirage, ici c’est équivalent à la méthode
plus lissée du cas détermniste puisque la contrainte sur l’amplitude est respectée. Cependant, le
résultats de la simulation, avec de forts écarts à la baisse, présentent une grosse augmentation de
l’amplitude par rapport à la charge (+518 kW).

Stratégie avec contrainte incitative

Tout comme pour la stratégie explicite, les résultats de la planification stochastique avec la
contrainte incitative présentent des résultats similaires à la déterministe. Le seul petit constrate,
comme expliqué dans le paragraphe précédent, est lié à la différence de prévision PV qui cause
une contrainte de soutirage plus basse et donc plus avantageuse économiquement que pour le
cas déterministe. On notera, les deux types d’approches ayant les même paramètres d’entrée (i.e.
les scénarios de productible PV), que les écarts prévu sont les mêmes. En effet, même si les plans
choisis sont différents, les variations d’amplitudes de PV attendues se produiront au même moment
et auront donc le même poids dans la fonction objectif. Contrairement à l’approche stochastique,
où l’objectif d’amplitude de soutirage est détérioré par rapport à l’approche déterministe, ici on
observe le même comportement entre les deux cas : une faible amplitude prévue et une importante
simulé, due aux écarts à la baisse.
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.15 – Résumé des trajectoires issues de la planification à partir de 4 scénarios - Contrainte explicite - 31/01/2020
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.16 – Résumé des trajectoires issues de la planification à partir de 4 scénarios - Contrainte incitative - 31/01/2020
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Résultats

Les différents indicateurs sur les coûts et écarts journaliers sont consignés dans les tableau
7.17 et 7.18 ci-dessous. Par rapport à l’approche déterministe, seule la stratégie explicite obtient
un meilleur résultat après la simulation sur cette journée, la stratégie incitative a des résultats
stables. les bénéfices de l’approche stochastique pour la première stratégie sont ici d’avoir diminué
le soutirage pour la pointe de la matinée. Comme expliqué dans les paragraphes précédents, les
écarts prévus sont les mêmes, les écarts simulés seront donc aussi égaux, sauf en cas de modulation
du PV.

Coût journalier

prévu

(en )

Coût des écarts

prévu

(dont pénalités, en )

Coût journalier

simulé

(en )

Coût des écarts

simulé

(dont pénalités, en )

Contrainte

explicite
4 270 -20 (4) 3 831 -459 (52)

Contrainte

incitative
4 428 -20 (4) 3 988 -459 (52)

TABLEAU 7.17 – Résultats des coûts journaliers pour la planification - Cas 1 - 31/01/2020

Écarts journaliers

prévus

(en kWh)

Écarts journaliers

absolus prévus

(en kWh)

Écarts journalier

simulés

(en kWh)

Écarts journalier

absolus simulés

(en kWh)

Contrainte

explicite
-171 222 -2 628 2 656

Contrainte

incitative
-171 222 -2 628 2 656

TABLEAU 7.18 – Résultats des écarts journaliers pour la planification - Cas 1 - 31/01/2020

b) Cas 2

Présentation du cas

Les données d’entrée du second cas d’étude sont présentées sur la figure 7.17. On y retrouve
la prévision probabiliste de productible PV et celle de charge, déterministe, ce qui permet d’en
déduire celle de la charge résiduelle. Comparé au cas précédent, on observe ici une plus grande
amplitude prévue avec des quantiles 50 et 25% assez bas en puissance. Pendant la seconde journée,
on remarque même que le quantile 1% est inférieur à zéro pendant sur 2h, ce qui signifie un
excédent de PV par rapport à la charge. Si la seconde journée annonce une grande confiance
en une production PV importante, la première journée paraît moins sûre avec des quantiles plus
dispersés sur la distribution de puissance.
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(a) Charge et PV prévus

(b) Charge résiduelle prévue

FIGURE 7.17 – Courbe de charge, production PV et charge résiduelles prévues à partir d’une
prévision probabiliste - 11/10/2020
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.18 – Résumé des trajectoires issues de la planification à partir de 4 scénarios - Contrainte explicite - 11/10/2020
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(a) Soutirage et batterie planifiés, charge prévue (b) PV prévu et planifié

(c) Etat de charge de la batterie prévu (d) PV planifié, observé et simulé (e) Soutirage prévu et simulé

FIGURE 7.19 – Résumé des trajectoires issues de la planification à partir de 4 scénarios - Contrainte incitative - 11/10/2020
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Résultats

Les résultats des deux stratégies sont consignés dans les figures 7.18 et 7.19. Comme pour le
cas précédent on remarque très peu de différences entre l’approche déterministe et la stochastique.
Seule l’anticipation de petits écarts pendant la 1ère pointe, permettant de moins utiliser la batterie,
marque la différence entre les plans déterministe et la stochastique. On note tout de même que la
prévision stochastique était un peu moins optimiste que la déterministe, ce qui a entraîné un choix
de constante de soutirage plus élevé lors de la première pointe pour la stratégie explicite.

Les observations faite sur ces deux cas particuliers permettent de se rendre compte de la par-
ticularité de l’approche stochastique pour ce cas d’étude. Si elle ne va pas entraîner de grands
changement en moyenne (id. « en espérance »), elle va permettre de réaliser de petits arbitrages
qui seront bénéfiques sur l’ensemble de simulations. C’est ce que nous allons voir dans l’analyse
des résultats globaux.

7.3.2 Résultats globaux et comparaison avec l’approche déterministe

a) Coûts d’opération

Après avoir détaillé les résultats de l’approche stochastique sur les deux journées sélection-
nées, cette section propose de faire le bilan de la simulation de la planification sur l’ensembles des
horizons considérés. En même temps que la synthèse de ces résultats prenant en compte l’incerti-
tude, nous en profiterons pour les comparer avec ceux de l’approche déterministe.

Coût total

prévu

(en k)

Coût des écarts

prévus

(dont pénalités en k)

Coût total

simulé

(en k)

Coût des écarts

simulés

(dont pénalités en k)

Contrainte explicite 1 194 -1,1 (1,2) 1 206 +10,1 (6,2)

Contrainte incitative 1 211 -1,0 (1,2) 1 222 +9,9 (6,2)

TABLEAU 7.19 – Résultats globaux des coûts d’opérations pour la planification stochastique

Le tableau 7.19 ci-dessus présente les principaux résultats économiques des deux simulations
en fonction de la stratégie de réduction de l’amplitude de soutirage. Comme le montrent ces résul-
tats, il y a toujours un écart entre les deux approches, à l’avantage de la stratégie explicite, lié à la
gestion de la batterie qui permet de faire plus d’arbitrages économiques. Si l’on compare les pla-
nification sdéterministe et stochastique, on constate que les dynamiques sont opposés en fonction
de la stratégie. En effet le coût total de la stratégie explicite a augmenté de 489 (soit de 1,4 par
jour simulé) et et celui de la stratégie incitative diminue de 835 (soit de 2,5 par jour). Ces écarts
de prix sont marginaux par rapport au coût totaux d’opérations.

La figure 7.20 permet de se rendre compte que la gestion de la batterie est quasiment identique
à celle de l’approche déterministe présentée figure 7.12. Ces petites variations au niveau du prix
sont dues à l’anticipation des écarts, car même si en moyenne les trajectoires planifiées sont simi-
laires, l’approche stochastique, de par sa connaissance plus fine du futur, permet de faire de petits
gains.
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b) Anticipation des écarts

Dans ce cas la nuance ajoutée par l’approche stochastique a donc finalement peu d’effet sur les
résultats globaux économiques. Si l’on se penche sur l’anticipation des écarts par cette planifica-
tion, on peut voir dans le tableau 7.19 que l’approche stochastique prévoit des écarts globalement
négatifs, ce qui est assez logique puisque permettant de gagner sur les coûts d’opération. Or on
observe qu’une fois simulés, leurs coûts sont globalement positifs.

On remarque une légère différence entre les deux stratégies, qui s’explique, comme pour l’ap-
proche déterministe (voir section 7.2.2), par le fait que la simulation issue de la stratégie incitative
prévoit de moduler plus souvent le PV à la baisse (5,5 contre 0 MWh). La figure 7.21 permet
de détailler la structure des écarts sur pour la simulation avec la stratégie explicite, les écarts
étant quasiment identiques peu importe la stratégie de réduction de l’amplitude employée, on se
contentera de son analyse. Le graphique 7.21a illustre la différence entre les écarts observés (entre
la prévision PV et sa réalisation), les écarts prévus par la prévision et les écarts une fois la simula-
tion effectuée. Ces écarts sont signés permettant de différencier les écarts à la hausse et à la baisse.
On voit donc que la planification sous-estime assez logiquement les écarts : étant pénalisés, il faut
des conditions particulières pour que la prévision en anticipe. De façon générale, la planification
stochastique va chercher une trajectoire de soutirage et de batterie permettant de minimiser ces
écarts (et donc leurs coûts). Dans certains cas, il vaut mieux se priver ou réduire l’utilisation de
la batterie, et de ses pertes de rendements, et prévoir de subir de faibles écarts tout en respectant
les contraintes, comme illustré sur la première période de pointe des cas particuliers étudiés (voir
section 7.3.1.a).

Si on peut anticiper la distribution des écarts de la prévision PV, il est impossible de connaître
lors de la planification leur valeur réalisée et si l’on prévoit un écart à la hausse, il est tout à
fait possible que l’écart réel soit à la baisse. On observe donc sur la figure 7.21a, que les écarts
observés viennent donc s’ajouter en partie aux écarts prévus quand ils leur sont supérieurs ou
de signe opposés. Dans les cas où le signe de l’écart était bien anticipé, l’écart simulé sera donc
minoré par l’écart prévu. Sur la globalité de la simulation, la planification prévoit des écarts totaux
de -17 MWh pour des écarts simulés à 24 MWh soit une erreur de 41 MWh contre 48 MWh pour
la planification déterministe, on a donc réussi à « gommer » 7 MWh d’écarts. Cependant si l’on
s’intéresse aux écarts absolus on remarque qu’ils ont augmentés en passant de 310 MWh à 323
MWh, on peut donc voir que si leur coût global a diminué en passant de +15 k à +10 k, le montant
des pénalités a lui augmenté de 300 , car proportionnel aux écarts absolus (voir figure 7.21c).

Les figures 7.21c et 7.21d, représentant la distribution de l’espérance des écarts prévus et
celle des écarts simulés pour chaque heure de l’horizon considéré. On observe bien sur le premier
graphique, les efforts de la planification pour anticiper des écarts assez faibles mais les écarts
simulés montrent que l’aléa est bien différent de son espérance : en pratique la distribution des
écarts sera bien plus grande.
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(a) Énergie transitant par la batterie selon les périodes de prix - Contrainte explicite (b) Énergie transitant par la batterie selon les périodes de prix - Contrainte incitative

(c) Distribution de l’état de charge de la batterie au cours de la journée - Contrainte
explicite

(d) Distribution de l’état de charge de la batterie au cours de la journée - Contrainte
incitative

FIGURE 7.20 – Résumé des trajectoires de la batterie sur l’ensemble des journées simulées - Synthèse planification stochastique
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(a) Distribution des écarts signés selon les périodes de prix - Contrainte explicite (b) Comparaison du coût des écarts prévus et simulés - Contrainte explicite

(c) Distribution de l’espérance des écarts prévus au cours de la journée - Contrainte
explicite

(d) Distribution des écarts simulés au cours de la journée - Contrainte explicite

FIGURE 7.21 – Résumé des écarts et de leurs coûts sur l’ensemble des journées simulées - Synthèse planification stochastique
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c) Objectifs de soutirage

FIGURE 7.22 – Distribution des amplitudes journalières prévues et simulées en fonction de la
stratégie

Concernant l’objectif de réduction de l’amplitude de soutirage pour la planification stochas-
tique, la figure 7.22 présente les distributions de l’amplitude journalière planifiée et simulée pour
les deux stratégies mises en place. Lors de la planification, l’objectif est toujours rempli pour
la contrainte explicite et pour 73% des journées dans le cas de l’autre stratégie. En revanche on
observe une augmentation de la médiane de l’amplitude prévue ainsi que de la simulée pour la
contrainte explicite. Le taux d’augmentation de l’amplitude après simulation passe alors à 63%,
contre 48% pour l’approche déterministe, mais l’amplitude médiane reste tout de même proche de
celle de la charge (+42 kW). Ceci s’explique par le fait que la stratégie explicite entraîne souvent
un minimum de soutirage entre 10h et 15h, soit lorsque l’énergie PV est élevée et que les écarts
sont plus importants en moyenne. A l’inverse la contrainte incitative ne subit pas de tel et respecte
l’objectif dans 59% des cas après simulation.

Nous avons donc vu ce que pouvait entraîner l’anticipation des écarts de l’approche stochas-
tique pour la planification : si les trajectoires planifiés sont en moyenne identiques à l’approche
déterministe, la prise en compte des écarts dans le modèle permet d’effectuer des arbitrages sup-
plémentaires avec la batterie. Ces derniers peuvent donc influencer à la marge la fonction objectif
mais également les contraintes de soutirage fixées. Néanmois, ces résultats sont à nuancer car
obtenus à partir de simulations considérant uniquement 4 scénarios. Les sections suivantes vont
donc permettre de montrer l’influence de cette représentation de l’incertitude qu’est un ensemble
de scénario, à commencer par la cardinalité de ce paramètre d’entrée dans la planification stochas-
tique.

7.4 Influence du nombre de scénarios

Pour analyser l’influence des scénarios sur la simulation on va tout d’abord s’interesser aux
coûts d’opération totaux. En effet, ce sont les coûts d’achat d’énergie depuis le réseau, associés
aux coûts du règlement des écarts qui forment la fonction objectif que minimise le problème de
planification. Plus on fournit des prévisions de qualité au problème, plus on s’attend à obtenir de
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bons résultats avec la méthode de planification. Comme nous l’avons décrit dans le chapitre 4,
plus un ensemble de scénario est important, plus il est susceptible de fournir une grande quantité
d’information et d’être pertinent pour le problème de planification.

(a) Stratégie explicite (b) Stratégie incitative

FIGURE 7.23 – Evolutions des coûts d’opération simulés en fonction du nombre de scénarios
initial en paramètre d’entrée du problème de planification

La figure 7.23 ci-dessus permet de représenter, pour les deux stratégies, l’évolution des coûts
d’opération simulés en fonction du nombre de scénarios initial, leur nombre variant de 1 à 300.
Pour chacune des approches, on choisit deux simulations de référence afin de pouvoir les com-
parer : la planification déterministe, effectuée à partir d’une prévision déterministe (Q50) et la
planification « parfaite », effectuée à partir des observations de la puissance PV produite. Cette
dernière n’entraîne donc aucun écart entre la planification et la simulation du plan, on peut donc
considérer qu’elle représente le minimum des coûts d’opération tout en respectant les contraintes.

La tendance, quel que soit la stratégie, est la même sur ces deux figures : on peut observer
une réduction des coûts d’opération lorsque l’on augmente de nombre de scénarios fournis au
problème d’optimisation. Ainsi, pour un unique scénario, cas de figure où le moin d’information
est disponible, les coûts sont certes proches de ceux de la simulation déterministe mais tout de
même supérieurs. En suite, le nombre de scénarios augmentant, les coûts d’opérations vont tendre
asymptotiquement vers leur limite. Les gains obtenus par rapport aux coûts totaux de l’approche
déterministe paraissent marginaux, mais la différence entre la simulation déterministe et parfaite
est elle aussi marginale : il y a moins de 0,5% de différence entre les deux. Si l’on s’intéresse
aux gains possibles entre la simulation déterministe et la simulation parfaite, cela représente 5
294 pour la stratégie explicite. Si l’on regarde maintenant le gain de la simulation stochastique
avec 300 scénarios par rapport à la déterministe, on constate un gain de 840 soit -15% et un gain
journalier médian de 2,78 . Le fait d’avoir plus de scénarios à disposition va donner au problème
de planification plus de latitude et d’informations pour estimer et choisir la trajectoire optimale en
espérance.

Comme illustré sur la figure D.13 en annexe, l’augmentation du nombre de scénarios va me-
ner à une diminutation des écarts planifiés. Cela va faire tendre les écarts absolus simulés vers
ceux observés, permettant de minimiser les pénalités tout en faisant des arbitrages avec la batterie
engendrant des gains.

Si ces figures permettent d’illustrer les gains effectués par l’approche stochastique, ils illustrent
également la faible part qu’occupent les écarts dans notre cas d’étude. On pouvait s’attendre à
cette place assez neutre des écarts dans la modélisation puisqu’ils ont finalement une importance
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réduite dans la fonction objectif, étant pénalisés de seulement 10% par rapport au prix d’achat
de référence. Dans cette situation, le micro-réseau était donc finalement peu exposé au risque,
même en ignorant les écarts lors de la planification. Afin d’illustrer les apports de la planification
stochastique dans l’anticipation des écarts, on se propose d’étudier les résultats pour différentes
valeurs de pénalités dans la section suivante.

7.5 Influence de la pénalité des écarts

Comme expliqué dans la section précédente, du fait de la faible contribution des pénalités
au problème, le micro-réseau n’apparaît pas assez exposé au risque économique pour justifier
de l’utilisation de la planification stochastique. Dans cette section, on propose donc d’étudier les
résultats de la planification stochastique, en faisant varier l’importance de la pénalité.

Comme expliqué dans la section 6.4.1, le prix des écarts dépend du prix du soutirage, auquel
est affecté une pénalité, négative ou positive en fonction du signe de l’écart. Dans le cas de ré-
férence la pénalité est de 10% du prix d’achat de l’énergie. On étudiera ici les résultats pour une
pénalité de 50% et de 80%. Les résultats sont synthétisés dans les figures 7.24a et 7.24b, où l’on
observe les coûts d’opération simulés en fonction de la pénalité et du nombre de scénarios initial.
Ici, la simulation de la planification « parfaite » servira toujours de référence.

Premièrement, on constate bien l’augmentation des coûts d’opération avec celle de la pénalité :
les coûts de la simulation déterministe augmentent de 2 380 (+2,0%) pour une pénalité de 50% et
de 3 450 (+3,5%) pour une pénalité de 80%. Ces résultats corroborent les conclusions précédentes
sur la faible part occupée par les écarts dans la fonction objectif économique. De plus, concernant
les résultats des simulation stochastiques, on remarque que les coûts sont bien décroissants en
fonction du nombre de scénarios initial.

Deuxièmement, ces résultats nous montrent l’importance de l’approche stochastique dans un
cas où l’exposition au risque est plus importante. En effet, la différence entre les résultats déter-
ministe et la meilleure simulation stochastique (systématiquement celle avec 300 scénarios) croît
avec celle de la pénalité. Pour un même aléa, les écarts observés ici n’ayant pas changés, plus
la pénalité est importante, plus l’utilisation d’une planification stochastique se justifie, quelle que
soit la stratégie adoptée.

7.6 Intérêt de la méthode de génération de scénarios

Si la question précédente illustre l’importance de l’approche stochastique avec l’augmentation
des pénalités, on peut désormais se poser la question des scénarios pris comme donnée d’entrée.
En effet jusqu’à lors nous avons utilisé, les méthodes de génération puis celle de réduction pré-
sentées chapitre 4. Cette section se propose d’étudier l’intérêt de cette méthode à travers ses deux
caractéristiques principales : la prise en compte de la dépendance temporelle et la réduction de
l’ensemble de scénario.

7.6.1 Prise en compte de la dépendance temporelle

Tout d’abord, la prise en compte de la dépendance temporelle est étudiée. Pour cela on effectue
l’étape de génération de scénario présentée section 4.1.1, en ignorant la loi conjointe des variables
considérées (la production PV à chaque heure de la journée), puis en la prenant en compte. Une
fois ces deux ensembles de scénarios distincts générés, on peut les utiliser comme paramètres pour
la simulation de la planification du micro-réseau étudiée.

Les résultats sont présentés figure 7.24c. Quel que soit le nombre de scénarios étudiés, le résul-
tat des deux approches est très proche. On peut donc en conclure que l’intérêt de la modélisation de
la corrélation temporelle est limité dans ce cas de planification : seule les distributions marginales
de la puissance PV semblent influer les résultats.
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(a) Coûts d’opérations en fonction de la pénalité et du nombre de scénarios - Stratégie explicite

(b) Coûts d’opérations en fonction de la pénalité et du nombre de scénarios - Stratégie incitative

(c) Coûts d’opérations en fonction de la pénalité - Sans corrélation ni réduction - Stratégie incitative

FIGURE 7.24 – Evolution des coûts d’opération pour diverses simulations
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7.6.2 Méthode de réduction de scénario

Par la suite, l’intérêt de la méthode de réduction de scénario est questionnée. Dans un premier
temps, on effectue donc l’étape de génération de scénario en choississant directement le nombre de
scénario voulu puis d’un autre côté en tirant un très grand nombre et en utilisant consécutivement
la méthode de réduction (voir section 4.2). Une fois ces deux ensembles de scénarios générés, on
peut les utiliser comme donnée d’entrée pour la simulation de la planification.

La figure 7.24c permet de comparer les deux approches. Si on remarque une différence mar-
quée pour les petits ensembles de scénarios, elle s’estompe à mesure de leur augmentation. Cette
différence est assez logique puisque plus un ensemble de scénario est important mieux il repré-
sentera la distribution escomptée. La méthode de réduction montre donc son intérêt pour les en-
sembles de scénarios très réduits.

7.7 Conclusions, limites et perspectives

Ce chapitre nous a donc permis d’analyser en profondeur les résultats du cas d’étude mis en
place pour simuler la planification d’un micro-réseau sous incertitude. Nous avons tout d’abord
illustré l’intérêt d’avoir des prévisions de qualité à disposition mais également d’un système de
stockage puis celui de l’anticipation amenée par un modèle de planification.

Notre objectif était de minimiser les coûts d’opération du système, constitués de l’approvi-
sionnement en énergie mais aussi du coût des écarts engendrés par la différence entre prévision et
production PV. De plus, nous voulions apporter un service système au réseau : limiter l’amplitude
journalière du soutirage. Pour cela, nous avons mis en place deux contraintes : l’une permettant
uniquement de limiter l’augmentation de l’amplitude et l’autre incitant à la réduire. Le défi était
de prendre en compte l’aléa PV dans cette simulation, un modèle déterministe et un stochastique
ont donc été comparé.

Nous avons tout d’abord montré l’efficacité des contraintes mises en place pour contenir mais
aussi pour diminuer l’augmentation de l’amplitude, engendrée par la combinaison de l’énergie
PV et de la charge ; et ce pour un coût limité. De plus nous avons étudié l’impact de l’approche
stochastique sur l’anticipation des coûts d’opération et des écarts. Dans notre cas de référence,
l’exposition aux coûts étant limitée, les gains de la simulation stochastique le sont tout autant
sur les coûts globaux, mais importants par rapport au meilleur scénario possible (en connaissance
parfaite des incertitudes). De plus, en cas de plus forte exposition au risque des écarts, nous avons
montré que l’approche stochastique pourrait s’avérer précieuse. Nous avons également présenté
l’intérêt de la réduction de scénarios pour les ensembles à cardinalité limitée, ce qui pourrait
s’avérer utile pour diminuer la taille des problèmes d’optimisation. En revanche la prise en compte
de la corrélation s’est avérée limitée.

Si les objectifs de soutirage étaient naturellement remplis lors de la planification, la simulation
entraine une assez forte dégradation de ces objectif. Pour y palier, il est tout à fait possible d’envi-
sager une modélisation robuste ou à contraintes probabiliste (voir section 2.1.3). L’autre solution
aurait été de monétiser cette réduction d’amplitude pour qu’elle influe la fonction objectif, tel un
autre service système (voir section 2.3.2), mais un tel service n’existant pas ça n’a pas été possible.
A défaut nous avons pu estimer son impact sur les coûts d’opération. On pourrait également mettre
en place une autre méthode de simulation du plan avec son pilotage et son contrôle, permettant
alors de limiter les écarts à une échelle temporelle plus fine et moins anticipée. Concernant l’ob-
jectid d’autoconsommation, on aurait pu l’augmenter en fixant des contraintes supplémentaires
sur la charge de la batterie, notamment en interdisant la charge de nuit.

De plus, ce sytème est assez limité, présentant une structure de prix simple, peu d’entités et
avec une seule source d’incertitudes. Il serait tout à fait possible d’y ajouter des éléments comme
une autre centrale PV ou une production éolienne, où le modèle de corrélation pourrait se montrer
précieux.
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Les objectifs établis visaient à caractériser l’incertitude liée à la production photovoltaïque
en exploitant statistiquement un maximum d’informations. Le but suivant était de considérer son
utilisation et étudier son impact sur la planification de micro-réseaux, en développant un modèle
optimisant les coûts d’opération tout en intégrant cette incertitude. Ces objectifs sont atteints au
fil différents chapitres et des travaux effectués, on peut ainsi montrer une progression méthodique
vers leur réalisation.

Le chapitre 3 se concentre sur la première étape cruciale, à savoir celle de la caractérisation
de l’aléa photovoltaïque. En exploitant les prévisions probabilistes pour estimer les distributions
des variables marginales tout en validant la méthode grâce aux mesures, ce chapitre répond di-
rectement au premier objectif. La modélisation de la dépendance entre ces variables, à l’aide de
copules, apporte une compréhension approfondie et fine de l’incertitude, essentielle pour les étapes
ultérieures de modélisation pour la planification.

Si la caractérisation de la corrélation a été probante, il n’est pas exclu qu’il existe des modèles
plus performants. On pourrait ainsi continuer les explorations en ce sens en utilisant d’autres mo-
dèles de copules, comme les copule de vine ou une copule empirique si plus de données venaient
à être disponibles. Il serait également possible de discuter l’hypothèse, utilisée dans nos travaux,
d’un modèle de corrélation global. Il serait en effet judicieux d’étudier les variations de la dépen-
dance en fonction de journées météorolgiques « types « ou sur un horizon temporel glissant. Nous
serions également en mesure d’exploiter cette méthode sur une granularité temporelle différente
ou même spatiale. Pour finir, on notera qu’il pourrait être envisagé de poursuivre l’étude de cette
approche en prenant en compte de nouvelles sources d’incertitude, comme la charge ou l’énergie
éolienne.

Le chapitre 4 aborde le développement de techniques pour générer et réduire des ensemble
de scénarios, permettant une représentation de l’incertitude plus exploitable pour la planification.
En réduisant efficacement le nombre de scénarios tout en conservant une représentation fidèle de
l’incertitude, ce chapitre contribue directement au premier objectif mais contribue également au
second en permettant d’optimiser les ressources computationnelles et de simplifier la gestion des
incertitudes dans la planification opérationnelle des micro-réseaux.

Cette section de l’étude a donc été consacrée à la mise en place et à la sélection d’une métho-
dologie efficace pour la réduction de scénarios et à sa paramétrisation. Une attention particulière a
été portée sur l’évaluation du temps d’exécution de la méthode choisie, ainsi que sur l’impact du
nombre de scénarios initial et final sur les résultats. Un indicateur a été présenté pour quantifier la
perte d’information, ce qui permet une analyse plus précise et contrôler des résultats obtenus par
la méthode de réduction.

Pour renforcer la fiabilité des résultats obtenus par cette méthode de réduction, il serait ju-
dicieux de les confronter à des indicateurs complémentaires. Ces indicateurs devraient permettre
d’évaluer la représentativité des comportements des données observées dans les scénarios réduits,
offrant ainsi une perspective scientifique plus solide sur l’efficacité de la méthodologie adoptée.
L’intégration de ces indicateurs permettrait d’assurer que la réduction des scénarios maintient une
fidélité suffisante aux données originales, garantissant ainsi l’intégrité des analyses subséquentes
basées sur ces scénarios.
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Le chapitre 5 développe l’assimilation de données pour améliorer les prévisions de production
photovoltaïque. En intégrant de nouvelles informations pour raffiner les prévisions, ce chapitre
renforce la maîtrise de l’information et la précision des prévisions, en ligne avec les deux premiers
objectifs. Cette amélioration est cruciale pour adapter la prévision en temps réel et gestion du
micro-réseau en conséquence, en tenant compte des variations et des imprévus.

Cette technique repose sur l’utilisation des modèles de corrélations développés précédemment
ainsi que sur le calcul de distributions conditionnelles. Bien que cette méthode puisse présenter
des limites dans certains cas, où elle peut s’avérer trompeuse et empirer la prévision, elle four-
nit en globalité des informations statistiques précieuses et contribue efficacement à la gestion de
l’incertitude associée au vecteur aléatoire étudié.

Cette méthode d’assimilation d’observations pourrait être particulièrement utile dans des contextes
où les prévisions régulières ne sont pas disponibles, malgré le fait que la plupart des fournisseurs
de prévisions offrent des mises à jour fréquentes. Pour optimiser ce processus, il serait bénéfique
de considérer des observations sur des échelles de temps réduites, d’utiliser des modèles de dé-
pendance alternatifs, où intégrer d’autres sources de données comme des capteurs.

Le chapitre 6 permet de mettre en place notre cas d’étude, les entités le composant, les risques
et contraintes auquel il est exposé. Il illustre également notre travail de modélisation. En effet, on
y détaille le passage d’un modèle de planification déterministe à un modèle stochastique, tout en
définissant un cadre pour pouvoir comparer leurs résultats par la suite. C’est aussi dans ce chapitre
que sont décrites les deux stratégies mises en place pour réduire l’amplitude de soutirage.

Le chapitre 7 approfondi l’analyse des résultats d’une étude de cas dédiée à la simulation
de la planification d’un micro-réseau électrique sous incertitude, permettant de comprendre le
fonctionnment et l’action de tels modèles. L’étude a mis en évidence l’importance de disposer
de prévisions de qualité et d’un système de stockage, ainsi que les avantages d’un modèle de
planification anticipative. L’objectif principal était de minimiser les coûts d’opération du système,
qui incluent à la fois l’approvisionnement en énergie et les coûts liés aux écarts engendré par l’aléa
de la production photovoltaïque, entre prévision et réalisation. En outre, l’étude visait à offrir un
service au réseau consistant à limiter l’amplitude journalière du soutirage d’énergie.

Pour atteindre ces objectifs, deux types de contraintes ont été implémentées : une visant à
limiter l’augmentation de l’amplitude du soutirage, et l’autre à la réduire. L’incertitude liée à la
production photovoltaïque a été un défi central, adressé par la comparaison entre un modèle dé-
terministe et un modèle stochastique. Les résultats ont montré que les contraintes étaient efficaces
pour contrôler l’augmentation de l’amplitude à un coût modéré et que l’approche stochastique était
bénéfique pour anticiper les coûts des écarts mais pas forcément sur les respect des contraintes es-
péré. En montrant l’avantage des approches stochastiques sur les approches déterministes pour
gérer l’incertitude, ce chapitre souligne l’efficacité des méthodes développées pour optimiser les
coûts d’opération et améliorer la fiabilité et l’exposition au risque du système. Cela répond directe-
ment au second objectif en mettant en lumière l’importance d’intégrer les ensembles de scénarios
dans la planification.

L’étude a également souligné l’utilité de la réduction de scénarios pour obtenir des ensembles
à cardinalité limitée, facilitant ainsi la résolution des problèmes d’optimisation. Cependant, la cor-
rélation entre les variables bien que prise en compte, montre un intérêt limité dans la planification
stochastique. Si les objectifs de soutirage ont été initialement atteints lors de la planification, la
simulation a conduit à une dégradation notable de ces objectifs. Pour y remédier, une modélisation
robuste ou des contraintes probabilistes peuvent être envisagées.

Il est également envisageable de poursuivre les travaux en intégrant les résultats de l’assimi-
lation, améliorant la prévision et donc la donnée d’entrée du problème de planification, dans une
étape de re-planification au fur et à mesure de la mise à disposition d’observations. Cela pourrait
permettre d’obtenir des plans plus dynamiques face aux aléas météos.
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En outre, on pourrait aussi explorer la possibilité d’introduire une rémunération pour la ré-
duction de l’amplitude du soutirage, comme un service supplémentaire au système, bien que ce
type de produit n’existe pas sur le marché de l’électricité. La mise en uvre d’autres méthodes de
simulation pour le pilotage et le contrôle du plan a également été suggérée pour mieux gérer les
écarts à une échelle temporelle plus fine et ainsi s’approcher d’un système réel.

Enfin, pour augmenter l’autoconsommation, il serait possible de mettre en place des contraintes
supplémentaires sur la charge de la batterie, telles que l’interdiction de la charge nocturne. Afin
de poursuivre les travaux sur l’exposition au risque économique, une étude avec une structure
de prix plus détaillée et moins lisse serait judicieuse. Le système actuel, avec son nombre limité
d’entités, pourrait être étendu pour inclure des sources d’énergie additionnelles comme une autre
installation photovoltaïque ou de l’énergie éolienne, où notre modèle de corrélation pourrait être
particulièrement utile.

À travers ces chapitres, la thèse démontre une progression méthodique vers une gestion inté-
grée de l’incertitude dans les micro-réseaux. Chaque chapitre contribue à un aspect spécifique des
objectifs globaux, en construisant une base solide pour une gestion plus efficace et intelligente des
systèmes énergétiques et des micro-réseau face à l’incertitude. Les méthodologies développées
montrent qu’une meilleure compréhension et intégration de l’incertitude peut significativement
améliorer les stratégies de planification et d’opération.

173





Quatrième partie

Annexes

I





Publications
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• V. MATHIEU et al., “Optimal Management of Microgrid Under PV Forecast Uncertainty
Using Stochastic Programming,” in 2023 IEEE International Conference on Environment
and Electrical Engineering and 2023 IEEE Industrial and Commercial Power Systems Eu-
rope (EEEIC / I&CPS Europe), Madrid, Spain : IEEE, juin 2023, p. 1-6. DOI : 10.1109/
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• V. MATHIEU et al., “From Probabilistic PV Power Forecasting to Stochastic Programing :
a Method for Microgrid Planning Under Uncertainty,” in 2022 Workshop on Blockchain for
Renewables Integration (BLORIN), Palermo, Italy : IEEE, sept. 2022, p. 128-131. DOI :
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A
Bases de la théorie des probabilités

Cette annexe permet de faire une introduction à la théorie des pro-
babilité afin de mieux appréhender la partie II du manuscrit.
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Annexe A. Bases de la théorie des probabilités

A.1 Espaces de probabilités, variables aléatoires

A.1.1 L’espace de probabilité

L’objet de base de la théorie des probabilités est un espace de probabilités, noté

(Ω,F ,P),

qui est un espace mesuré, où P est une mesure de probabilités sur (Ω,F ), c’est à-dire une mesure
positive telle que P(Ω)= 1. Les éléments de Ω, appelés "événements élémentaires", correspondent
aux issues possibles d’une expérience aléatoire donnée, et les parties mesurables A ⊂ F sont
appelés des événements. La quantité P(A) désigne la probabilité que l’événement A soit observé :
l’événement A est certain si P(A) = 1 et impossible si P(A) = 0.

A.1.2 La variable aléatoire

Une variable aléatoire sur l’espace de probabilités (Ω,F ,P) est une application mesurable
X : (Ω,F )→ (E,E ) où (E,E ) est un ensemble mesurable.

A.1.3 La loi de variable aléatoire

La loi (ou distribution) de la variable aléatoire X est alors la mesure image PX = X∗P de P par
X , définie par

PX(A) = P
(
X−1(A)

)
, A ∈ E .

C’est une mesure de probabilités sur (E,E ), définissant un nouvel espace de probabilités
(E,E ,PX).

FIGURE A.1 – Illustration du concept de variable et de loi aléatoire d’un espace inconnu vers un
espace d’état connu [176]

A.2 Fonctions associées à une variable aléatoire

A.2.1 Fonction de répartition

Définition A.1 Soit X une variable aléatoire réelle. On appelle fonction de répartition de X la
fonction F : R→ [0,1], parfois notée FX , définie par F(x) = P(X ≤ x) pour tout x ∈ R.

Le proposition suivante donne des propriétés de la fonction de répartition.
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A.2. Fonctions associées à une variable aléatoire

Proposition A.1 La fonction de répartition FX d’une variable aléatoire réelle X a les propriétés
caractéristiques suivantes :

1. FX est croissante ;
2. Elle est partout continue à droite ;
3. Elle a pour limite 0 en −∞, i.e. lim

x→−∞
FX(x) = 0 ;

4. Elle a pour limite 1 en +∞, i.e. lim
x→+∞

FX(x) = 1.

Linverse généralisé de la fonction de répartition permet dintroduire la notion de quantile très
utilisée en statistique.

Définition A.2 Soit X une variable aléatoire réelle de fonction de répartition F et F−1 l’inverse
généralisé de F. Pour α ∈]0,1], la quantité F−1(α) s’appelle le quantile ou fractile d’ordre α de
la loi de X, noté qα :

qα(X) = in f {x : F(X)> α}
Dans le cas de la continuité de la fonction F on note usuellement :

P(X < qα(X)) = α

Le résultat suivant est à la base de la méthode d’inversion de la fonction de répartition qui
permet de simuler des variables aléatoires réelles.

Théorème A.1 (de la réciproque) Soit F une fonction définie sur R à valeurs dans [0,1], crois-
sante et continue à droite et d’inverse généralisé F−1.

1. La fonction F−1 est croissante et continue à gauche. On a l’équivalence suivante pour tout
x ∈ R, p ∈]0,1] :

F(x)≥ p ⇔ x ≥ F−1(p).

2. Pour tout p ∈]0,1], on a F
(
F−1(p)

)
≥ p avec égalité si F−1(p)>−∞ et si F est continue

en F−1(p).
3. Soit U une variable aléatoire de loi uniforme sur [0,1]. La fonction F est la fonction de

répartition de la variable aléatoire F−1(U).
4. Soit X une variable aléatoire à valeurs dans R de fonction de répartition F. Si F est conti-

nue, alors F(X) est de loi uniforme sur [0,1].

A.2.2 Densité de probabilité

Dans le cas particulier de variable aléatoire réelle, il est possible de définir le concept de densité
et la fonction associée.

Définition A.3 Une variable aléatoire réelle X est dite à densité s’il existe une fonction f positive
et intégrable sur R , appelée fonction de densité, telle que pour tout (a,b) ∈ R2 on ait

P(a 6 X 6 b) =
∫ b

a
f (t)dt

Propriété A.1 La fonction de densité ainsi définir possède les propriétés suivantes :
• Pour tout réel a on trouve P(X = a) = 0.
• La fonction de répartition F : x 7→

∫ x
−∞

f (t)dt est continue et même presque partout déri-
vable, et sa dérivée est alors presque partout égale à la fonction de densité f .

•
∫ +∞

−∞
f (t)dt = 1
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Annexe A. Bases de la théorie des probabilités

A.3 Autres concepts

A.3.1 Covariance

La covariance entre deux variables aléatoires X et Y est un nombre permettant de quantifier
leurs écarts conjoints par rapport à leurs espérances respectives, c’est une extension de la notion
de variance.

Définition A.4 Cov(X ,Y ) = E [(X −E(X))(Y −E(Y ))]

Par généralisation du théorème de König-Huygens, on peut écrire la propriété ci-dessous.

Propriété A.2 Cov(X ,Y ) = E(XY )−E(X)E(Y )
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B
Données d’entrée

Cette annexe permet de détailler les données utilisées pour les tra-
vaux décrits dans le manuscrit : à la fois pour la génération de scé-
nario (partie II) et pour la planification du micro-réseau défini dans
le cas d’étude (partie III).
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Annexe B. Données d’entrée

Pour l’ensemble des données, on travaille avec des données horaires sur l’échelle de temps
Coordinated Universal Time (UTC). Les données n’étant pas au pas horaire ont été moyennées
pour obtenir une valeur pour chaque pas de temps voulu.

B.1 Prévisions PV

Les prévisions PV permettant d’effectuer la régression quantile de la section 3.1.1 et ainsi
obtenir des prévisions probabilistes sont fournies par un prévisionniste (SteadySun).

B.2 Réalisations

B.2.1 PV

Les données de production PV observée ont été mesurées par l’exploitant de la centrale et
récupérée sur une période de plus de 30 mois.

B.2.2 Charge

Les données de charge comprenant du foisonnement sont obtenues grâce aux données ouvertes
d’ENEDIS. Pour une question de concordance météo (corrélation entre production PV et charge),
on choisi un jeu de donnée de consommation avec une proximité géographique de la centrale PV
considérée.

B.2.3 Disponibilité des données

Les figures ci-dessous représentent la disponibilité croisée (lorsqu’à la fois prévision et ob-
servations sont disponibles) des données utilisées. La première figure B.1a permet de voir qu’il
manque 5 mois de données pour avoir 3 années complètes. On aperçoit aussi la différence entre
les mois de l’année : les données ont une amplitude horaire plus faible en hiver du fait de la course
hivernale du soleil plus basse. La seconde figure B.1b nous permet de se rendre compte de la
régularité horaire de la disponibilité des mesures sur l’intervalle de temps complet.

B.3 Diversité des distribution de production PV

Les figures B.2 et B.3 représentent des distributions de production PV issues des prévisions.

XXVIII
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B.3. Diversité des distribution de production PV

(a) Données de prévision et de mesure PV disponible en fonction de l’horaire et du mois

(b) Données de prévision et de mesure PV disponible en fonction de l’horaire et du mois - normalisées par
la disponibilité mensuelle

FIGURE B.1 – Disponibilité des données de prévision et de mesure PV
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Annexe B. Données d’entrée

(a) entre 6h et 7h (b) entre 7h et 8h (c) entre 8h et 9h

(d) entre 9h et 10h (e) entre 10h et 11h (f) entre 11h et 12h

(g) entre 12h et 13h (h) entre 13h et 14h (i) entre 14h et 15h

(j) entre 15h et 16h (k) entre 16h et 17h (l) entre 17h et 18h

FIGURE B.2 – Distributions de production PV horaire sur la journée du 13/07/2019
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B.3. Diversité des distribution de production PV

(a) le 13/01/2019 (b) le 13/02/2019 (c) le 13/03/2019

(d) le 13/04/2019 (e) le 13/05/2019 (f) le 14/06/2019

(g) le 13/07/2019 (h) le 13/08/2019 (i) le 13/09/2019

(j) le 13/10/2019 (k) le 13/11/2019 (l) le 13/12/2019

FIGURE B.3 – Distributions de production PV entre 9h et 10h pour différentes journées issues de
mois différents
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C
Diagrammes de blocs

Cette annexe contient les diagrammes de blocs de processus infor-
matiques mis en place durant ces travaux de doctorat.
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Annexe C. Diagrammes de blocs

(a) Processus de génération de scénarios

(b) Processus de simulation de planification

FIGURE C.1 – Diagrammes de blocs des processus développés durant les travaux
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D
Résultats de la planification

Cette annexe permet de détailler les résultats de la planification.
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D.1 Plan détaillé de la planification stochastique

D.1.1 Cas 1

a) Contrainte explicite

FIGURE D.1 – Résumé des trajectoires de PV et charge prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte explicite - 31/01/2020
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FIGURE D.2 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte explicite - 31/01/2020
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FIGURE D.3 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte explicite - 31/01/2020
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b) Contrainte implicite

FIGURE D.4 – Résumé des trajectoires de PV et charge prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte implicite - 31/01/2020
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FIGURE D.5 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte implicite - 31/01/2020
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FIGURE D.6 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte implicite - 31/01/2020
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D.1.2 Cas 2

a) Contrainte explicite

FIGURE D.7 – Résumé des trajectoires de PV et charge prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte explicite - 11/10/2020
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FIGURE D.8 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte explicite - 11/10/2020
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FIGURE D.9 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte explicite - 11/10/2020
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b) Contrainte implicite

FIGURE D.10 – Résumé des trajectoires de PV et charge prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte implicite - 11/10/2020
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FIGURE D.11 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte implicite - 11/10/2020
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FIGURE D.12 – Résumé des trajectoires de charge résiduelle prévues issues du pilotage prédictif à partir de 4 scénarios - Contrainte implicite - 11/10/2020
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D.2 Résultats globaux de la planification stochastique

D.2.1 Distribution horaire des écarts planifiés
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FIGURE D.13 – Distributions des écarts planifiés en fonction du nombre de scénario initial - Synthèse planification stochastique - Contrainte incitative
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D.2.2 Distribution horaire des écarts réalisés
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FIGURE D.14 – Distributions des écarts réalisés en fonction du nombre de scénario initial - Synthèse planification stochastique - Contrainte incitative
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Solutions avancées de gestion pour les micro-
réseaux à fort taux de pénétration des sources
renouvelables sous lincertitude

Résumé

Dans un contexte d’évolution du système électrique, une attention particulière est portée sur l’inté-
gration des énergies renouvelables dans les réseaux. L’objectif principal du projet de thèse est de
développer des solutions pour le pilotage des micro-réseaux à forte pénétration d’énergie renouve-
lable. Ce projet de recherche explore comment planifier et anticiper le fonctionnement des entités
d’un micro-réseau et en particulier son système de stockage, en intégrant les incertitudes liées à
la production photovoltaïque. Pour cela, des modèles stochastiques sont proposés pour optimiser
la gestion de ces réseaux, améliorer la fiabilité et la qualité de l’énergie, tout en réduisant les coûts
opérationnels à partir de prévisions probabilistes.
Les travaux présentent des méthodes pour modéliser l’incertitude dans la production photovol-
taïque et démontrent l’efficacité des approches stochastiques. Ils montrent notamment comment
ces méthodes peuvent réduire les risques économiques associés au soutirage depuis le réseau
principal et offrir un service système précieux en diminuant l’amplitude journalière de puissance
soutirée. La thèse propose également une méthode de génération d’ensemble de scénarios réduits
pour la planification stochastique, contribuant ainsi à une meilleure opération des micro-réseaux.
Cette approche, basée sur la modélisation de la distribution et la dépendance entre les variables
étudiées, permet également d’améliorer les prévisions en assimilant des données observées.

Mots-clés : Prévision PV, optimisation stochastique, incertitudes, micro-réseau, planifica-
tion, gestion de l’énergie

Abstract

In the context of the evolving electrical system, particular attention is given to the integration of re-
newable energy into the grids. The main objective of the thesis project is to develop solutions for the
management of microgrids with a high penetration of renewable energy. This research project ex-
plores how to plan and anticipate the operation of the entities within a microgrid, particularly its sto-
rage system, by incorporating the uncertainties associated with photovoltaic production. To achieve
this, stochastic models are proposed to optimize the management of these networks, enhance the
reliability and quality of energy, and reduce operational costs using probabilistic forecasts.
The work presents methods to model the uncertainty in photovoltaic production and demonstrates
the effectiveness of stochastic approaches. It notably shows how these methods can reduce the
economic risks associated with drawing power from the main grid and provide a valuable system
service by decreasing the daily amplitude of drawn power. The thesis also proposes a method for
generating a reduced set of scenarios for stochastic planning, thus contributing to better microgrid
operation. This approach, based on modeling the distribution and dependence between the studied
variables, also improves forecasts by assimilating observed data.

Keywords : Photovoltaic forecasting, stochastic optimization, uncertainties, microgrid,
scheduling, energy management
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