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Résumé

L’EHPAD, établissement d’hébergement pour personnes âgées dépendantes, consti-
tue une option à laquelle a recours une population nombreuse et croissante, lorsque
pour diverses raisons, et notamment de santé, il n’est plus possible de vivre à do-
micile. Avec le développement des nouvelles technologies informatiques dans le
domaine de la santé, un nombre croissant d’établissements de santé sont équipés
de systèmes d’information regroupant les données administratives et médicales des
patients ainsi que des informations sur les soins qui leur sont prodigués. Parmi ces
systèmes, les dossiers médicaux électroniques (DME) émergent comme des outils
essentiels, offrant un accès rapide et aisé aux informations des patients dans le
but d’améliorer la qualité et la sécurité des soins. Dans ce travail, nous utilisons
les données anonymisées des DME de NETSoins, un logiciel largement utilisé dans
les EHPAD en France, afin de proposer et d’analyser des classifieurs capables de
prédire plusieurs événements de santé défavorables chez les personnes âgées qui
sont potentiellement modifiables par des interventions de santé appropriées. Notre
démarche se concentre notamment sur l’utilisation de méthodes capables de fournir
des explications, notamment les modèles graphiques probabilistes tels que les ré-
seaux bayésiens. Après un prétraitement complexe pour adapter des données d’une
base événementielle en données utilisables par un apprentissage statistique, tout
en conservant leur cohérence médicale, nous avons développé une méthodologie
d’apprentissage mise en œuvre dans trois expériences de classification probabiliste
utilisant des réseaux bayésiens distincts, ciblant différents événements : le risque de
survenue de la première escarre, le risque d’hospitalisation en urgence à l’entrée du
résident en EHPAD, et le risque de fracture dans les premiers mois d’hébergement.
Pour chaque cible, nous avons comparé les performances de notre classifieur de
réseaux bayésiens selon divers critères avec d’autres méthodes de machine learning
ainsi qu’avec les pratiques actuellement utilisées en EHPAD pour prédire ces risques.
Nous avons aussi confronté les résultats des réseaux bayésiens à l’expertise clinique.
Cette étude démontre la possibilité de prédire ces événements à partir des données
déjà collectées en routine par les soignants, ouvrant ainsi la voie à de nouveaux
outils de prédiction intégrables directement dans le logiciel déjà utilisé par ces
professionnels.

Mots-clés : Réseaux Bayésiens, Classification Probabiliste, Apprentissage Machine,
EHPAD, Personnes Âgées, Dossier Médicaux Électroniques
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Abstract

Nursing homes, which provide housing for dependent elderly people, are an option
used by a large and growing population when, for a variety of reasons, including
health, it is no longer possible for them to live at home. With the development of new
information technologies in the health sector, an increasing number of health care
facilities are equipped with information systems that group together administrative
and medical data of patients as well as information on the care they receive. Among
these systems, electronic health records (EHRs) have emerged as essential tools,
providing quick and easy access to patient information in order to improve the
quality and safety of care. We use the anonymized data of the EHRs from NETSoins,
a software widely used in nursing homes in France, to propose and analyze classifiers
capable of predicting several adverse health events in the elderly that are potentially
modifiable by appropriate health interventions. Our approach focuses in particular
on the use of methods that can provide explanations, such as probabilistic graphical
models, including Bayesian networks.

After a complex preprocessing step to adapt event-based data into data suitable
for statistical learning while preserving their medical coherence, we have developed
a learning method applied in three probabilistic classification experiments using
Bayesian networks, targeting different events : the risk of occurrence of the first
pressure ulcer, the risk of emergency hospitalization upon the resident’s entry into the
nursing home, and the risk of fracture in the first months of housing. For each target,
we have compared the performance of our Bayesian network classifier according to
various criteria with other machine learning methods as well as with the practices
currently used in nursing homes to predict these risks. We have also compared the
results of the Bayesian networks with clinical expertise.

This study demonstrates the possibility of predicting these events from the data
already collected in routine by caregivers, thus paving the way for new predic-
tive tools that can be integrated directly into the software already used by these
professionals.

Keywords : Bayesian Network, Probabilistic Classification, Machine Learning,
Nursing Homes, Elderly, Electronic Health Records.
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Introduction





Les résidents des Établissements d’Hébergement pour Personnes Âgées Dépen-
dantes (EHPAD) forment une population nombreuse dont la santé est complexe
et leur prise en charge représente un enjeu majeur de santé publique, dans un
contexte où la population vieillit et où le nombre de personnes âgées dépendantes
augmente de façon importante. La prévention et la prédiction d’événements de santé
défavorables et évitables sont donc des priorités pour améliorer la qualité des soins
des résidents.

L’existence d’une base de données de grande taille en EHPAD nous offre une op-
portunité unique de tirer parti de cette expérience accumulée pour améliorer la prise
en charge des résidents. Il s’agit des données des dossiers médicaux électroniques
(DME) d’un logiciel de soins utilisé dans les EHPAD en France : NETSoins, édité par
Teranga Software. Le logiciel NETSoins a atteint une certaine maturité avec 16 ans
d’existence et actuellement plus de 220 000 dossiers résidents et plus de 100 000
utilisateurs, ce qui en fait le logiciel pour EHPAD le plus déployé en France.

Le projet est donc d’analyser ces données récoltées, et de voir dans quelle mesure
celles-ci pourraient aider à faire des prédictions sur la santé des résidents et aller
vers la création d’un véritable outil d’aide à la décision et à la prédiction pour les
soignants. Cette version améliorée de NETSoins, appelée NETSmart, a pour but de
simplifier la tâche des soignants en les aidant à prendre la bonne décision rapidement
et en mettant en avant les éléments qu’ils auraient pu manquer.

Contrairement aux données hospitalières, les données en EHPAD sont collectées
sur une période plus longue, ce qui permet de suivre l’évolution de l’état de santé
des résidents dans le temps et d’identifier potentiellement des nouveaux facteurs de
risque, spécifiques aux personnes âgées dans ce contexte.

Dans ce contexte, l’Intelligence Artificielle (IA) et plus particulièrement le machine
learning offrent des perspectives prometteuses pour le développement de modèles
de prédiction. Il est difficile de trouver une définition formelle du machine learning,
mais il peut être considéré comme le sous-domaine de l’IA qui se concentre sur le
développement d’algorithmes permettant aux ordinateurs de découvrir automati-
quement des schémas dans les données et de s’améliorer avec l’expérience, sans
recevoir d’instructions explicites [SANCHEZ-MARTINEZ et al., 2022]. Plutôt que d’être
spécifique à un domaine scientifique, le machine learning se situe à l’intersection des
statistiques, des mathématiques et de l’informatique, avec des outils analytiques qui
transcendent les frontières entre les trois disciplines [BEAM et KOHANE, 2018]. Les
algorithmes de machine learning se distinguent par leur approche de l’apprentissage
basée sur les données, contrairement aux modèles basés sur des règles qui s’appuient
sur la connaissance du domaine.
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L’utilisation de l’IA dans le domaine de la santé soulève des questions éthiques,
réglementaires et techniques. En particulier, l’explicabilité des modèles est devenue
un enjeu majeur pour les professionnels de santé, qui doivent être en mesure
de comprendre et d’expliquer les prédictions du modèle pour avoir confiance en
elles. C’est pourquoi nous nous intéresserons à l’Explainable AI (XAI), qui vise à
développer des méthodes permettant de rendre les modèles de machine learning
plus compréhensibles et plus transparents.

Pour garantir l’explicabilité et la pertinence, un modèle de machine learning doit
forcément se construire en dialogue entre les personnes qui ont la connaissance du
domaine d’application, que nous appellerons "expert", et celui qui le développe. Dans
notre cadre, nous avons pu bénéficier de l’avis d’experts en gériatrie, la spécialité de
médecine sur les soins aux personnes âgées, en particulier celles qui souffrent de
maladies liées à l’âge et de problèmes de santé complexes.

Les réseaux bayésiens sont particulièrement adaptés à ce dialogue entre expert et
développeur. Ce sont des modèles graphiques probabilistes utilisés pour représenter
les dépendances conditionnelles entre des variables aléatoires et peuvent être utilisés
comme modèle de machine learning explicable.

Dans cette thèse, nous proposons donc de développer et d’évaluer des approches de
classification probabiliste et de réseaux bayésiens pour la prédiction et l’explication
d’événements de santé défavorables et évitables en EHPAD, en utilisant des données
issues du Dossier Médical Électronique (DME) et en prenant en compte les spécificités
de la population gériatrique.

Notre objectif est de contribuer à l’amélioration de la prise en charge des rési-
dents en EHPAD, en développant des outils de prédiction et d’explication fiables et
transparents, qui permettront aux professionnels de santé de prendre des décisions
éclairées et d’améliorer la qualité des soins.

Contexte de la thèse

Cette thèse a bénéficié du dispositif des conventions industrielles de formation
par la recherche (CIFRE), géré par l’Association Nationale de la Recherche et de
la Technologie (ANRT). Cette convention permet une collaboration entre une en-
treprise privée et un laboratoire de recherche public. Ici, Teranga Software s’est
donc associé au laboratoire d’informatique de Sorbonne Université, le LIP6, et plus
particulièrement avec Pierre-Henri Wuillemin de l’équipe DECISION, ainsi qu’au Pr
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Joël Belmin, gériatre du Laboratoire d’Informatique Médicale et d’Ingénierie des
Connaissances en e-Santé (LIMICS) de Sorbonne Université et Chef de service à
l’hôpital universitaire Charles Foix (Ivry-sur-Seine).

Organisation du manuscrit et contributions

Ce manuscrit se compose de deux parties.

La première est dédiée à l’état de l’art et contient trois chapitres. Le chapitre 1
introduit les notions de base utiles à la compréhension de cette thèse et présente le
modèle du réseau bayésien. Le chapitre 2 présente d’abord la classification probabi-
liste pour ainsi définir les réseaux bayésiens en tant que classifieur, puis présente
d’autres méthodes de classification populaire, ainsi que les problématiques liées à
la création des classifieurs, à leur évaluation, et enfin, à leur explicabilité. Enfin,
le chapitre 3 contient un état de l’art plus concret, sur l’utilisation de modèle de
machine learning dans le domaine de la santé particulièrement.

La deuxième partie contient quatre chapitres et se consacre à la présentation de
nos contributions sur les réseaux bayésiens en tant qu’outil de classification pour
la prédiction en EHPAD. Le chapitre 4 présente le contexte de la base de données
que nous avons pu utiliser, ainsi que le prétraitement général appliqué. Le chapitre
5 expose nos résultats sur le premier événement de santé défavorable et évitable
que nous avons voulu prédire : la survenue de la première escarre. Le chapitre
6 se consacre à la prédiction du risque d’hospitalisation en urgence à l’entrée du
résident et le chapitre 7 à la prédiction du risque de fracture à partir des données
des premiers mois dans l’établissement.

Le manuscrit se conclut par une analyse critique de nos résultats et des perspectives
de développements futurs. Afin de faciliter la lecture de ce document et compte tenu
de la diversité des sujets abordés, nous avons choisi d’inclure une bibliographie à la
fin de chaque chapitre.

Certains des résultats présentés dans cette thèse ont été publiés dans :

• One Month Prediction of Pressure Ulcers in Nursing Home Residents with Bayesian
Network, CHARON, WUILLEMIN, HAVRENG-THÉRY et al., 2024

• Improving Pressure Ulcers Prediction in Nursing Homes with ML Algorithm,
CHARON, WUILLEMIN et BELMIN, 2023

• Learning Bayesian Networks for the Prediction of Unfavorable Health Events in
Nursing Homes, CHARON, WUILLEMIN et BELMIN, 2022
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Deux autres articles sont également en finalisation de rédaction.
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Le traitement de l’incertitude est un élément essentiel du travail de prédiction : il
s’agit de prendre en compte les incertitudes issues d’une base bruitée, de questions
médicales qui incluent naturellement une grande variabilité, voire une incertitude
quant à la cible à prédire. Il existe de nombreuses façons de traiter cette incerti-
tude, nous nous attacherons à utiliser l’une des mieux fondées : les probabilités
[BILLINGSLEY, 1995]. Toutefois, gérer les incertitudes avec un modèle probabiliste
pose un enjeu important de complexité. Les modèles probabilistes sont victimes
de ce qu’on appelle la malédiction de la dimensionnalité : le nombre de paramètres
évolue exponentiellement selon la dimension du modèle. Nous nous attaquerons ici
à des problèmes impliquant un grand nombre de variables pour lesquels il n’est pas
raisonnable de représenter ni de manipuler de façon exhaustive la distribution de
probabilité associée. Les réseaux bayésiens fournissent une représentation compacte
et donnent par ailleurs une grille de lecture plus aisée pour analyser les comporte-
ments induits par ces distributions complexes à grande dimension de probabilité. Il
existe aussi dans ce domaine des algorithmes d’apprentissage automatique.

Ce chapitre présente succinctement les concepts fondamentaux de la théorie
des probabilités. Puis il décrit, d’une manière plus précise, le modèle des réseaux
bayésiens, ainsi que les outils d’interprétation et les algorithmes d’apprentissage
statistique qui en découlent.

Bien évidemment, nous nous limitons dans cette partie aux concepts utiles pour la
suite, et dans ce but, nous nous sommes inspirés et nous référons les lecteurs pour
plus de détails aux ouvrages de référence [PEARL, 1988 et KOLLER et FRIEDMAN,
2009].

1.1 Rappel sur les probabilités

Le terme "probabilité" que nous employons régulièrement dans le langage com-
mun fait référence au degré de confiance que nous avons dans la possibilité d’un
événement de se produire. Dans un cadre plus formel, sans rentrer dans un débat
plus que centenaire [FREEDMAN, 1997], le terme probabilité correspond soit à une
fréquence d’apparition d’un événement (approche dite fréquentiste) soit en effet à un
degré de croyance quant à l’apparition de l’événement (approche dite bayésienne).
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1.1.1 Probabilité

Soit Ω un espace de résultats possible. Un événement se caractérise par l’ensemble
des résultats qui peuvent être obtenus lorsqu’il se réalise. Par exemple, si nous consi-
dérons un lancer d’un dé à 6 faces, nous définirons Ω “ t1, 2, 3, 4, 5, 6u. L’événement
"le lancer du dé est pair" se définit alors par A “ t2, 4, 6u. Un événement est donc
un sous-ensemble de Ω.

Parmi les sous-ensembles de Ω, on suppose qu’il existe un ensemble d’événements
S auxquels nous sommes prêts à attribuer des probabilités (mesurables). En parti-
culier Ω appartient à S car il s’agit de l’événement certain. De même, nous tenons
pour acquis que le complémentaire d’un événement mesurable est mesurable, ainsi
que l’union et l’intersection d’événements mesurables. À partir de ces concepts, nous
pouvons maintenant définir la notion de distribution de probabilité :

Définition 1.1.1

Une distribution de probabilité P sur pΩ, Sq est une représentation des événements
de S en valeurs réelles qui satisfait les conditions suivantes :

• @A P S,PpAq ě 0 : une probabilité est positive.

• Ω P S et PpΩq “ 1 : la probabilité de tous les résultats possibles, l’événement
certain, est égale à 1.

• Si A, B P S et A X B “ ∅ alors PpA Y Bq “ PpAq ` PpBq : la probabilité que
l’un de deux événements disjoints se produise est la somme des probabilités
des deux événements.

Cette définition est suffisante pour induire un grand nombre de propriétés, par
exemple : Pp∅q “ 0 et @A P S, 0 ě PpAq ě 1.

1.1.2 Variable aléatoire

Quand S, et surtout Ω, devient de très grande taille, il est nécessaire de se
doter d’un outil permettant d’indexer et d’organiser cet ensemble combinatoire
d’événements. Ce sont les variables aléatoires.
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Définition 1.1.2 (Variable aléatoire)

Étant donné P sur pΩ, Sq, on appelle variable aléatoire X, une variable qui peut
prendre un certain nombre de valeurs et qui est telle que :

1. On note le domaine dompXq, l’ensemble des valeurs possibles de X.

2. La valeur de la variable est fonction des résultats de Ω.

3. Tout résultat correspond à une unique valeur de la variable X.

4. @x P dompXq, la proposition pX “ xq correspond à l’ensemble des résultats de
Ω qui donne la valeur x à X.

5. @x P dompXq, pX “ xq P S.

Exemple 1.1.1

Par exemple, si on définit P une variable aléatoire vérifiant :

• dompP q “ t0, 1u

• pP “ 0q “ t2, 4, 6u

• pP “ 1q “ t1, 3, 5u

alors la variable P représente la parité d’un lancer de dé. On peut en conclure que
pour un dé non pipé, PpP “ 0q “ Ppt2, 4, 6uq “ 1

2 .

Si dompXq est dénombrable ou fini, on dit alors que X est une variable aléatoire
discrète, sinon X est une variable aléatoire continue. Il est toutefois communé-
ment admis qu’on appelle "variable discrète", une variable discrète finie et que l’on
précisera lorsqu’elle est discrète et seulement dénombrable.

Exemple 1.1.2

Pour illustrer différentes définitions, nous utiliserons un exemple sur l’asthme
[GONZALES, 2018]. Supposons que vous vous rendiez sur votre lieu de travail et que
vous vous interrogiez sur la pertinence d’utiliser votre vélo. Dans les circonstances
où la pollution reste modérée, ce mode de déplacement peut s’avérer plaisant.
Cependant, lorsque le niveau de pollution est élevé, cela peut déclencher des crises
d’asthme, une situation que vous cherchez à éviter. Seulement, vous n’avez pas
toujours accès directement à l’information sur le niveau de pollution. Et si on décrit
de manière plus générale le problème, on peut remarquer que le niveau de pollution
dépend de la densité de la circulation. La circulation, elle, peut dépendre de l’heure,
si c’est "l’heure de pointe" par exemple, mais aussi de s’il y a eu un accident, ce qui
est d’ailleurs souvent lié à la météo. Les variables disponibles et leurs modalités sont
présentes dans la table 1.1.
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Variable Valeurs

Météo tensoleillé, nuageux, pluvieux, orageux, neigeuxu

Accident toui, nonu

Heure t0, 1, 2, . . . , 23u

Circulation tfaible, normale, dense, exceptionnelleu

Pollution t1, 2, 3, 4, 5, 6, 7, 8, 9, 10u

Asthme tcrise, sans criseu

Tab. 1.1. : Les variables discrètes de l’exemple sur l’asthme

La discrétisation est un processus qui permet de transformer une variable continue
X en une variable discrète (finie) Xd par la définition d’une partition (finie) de
dompXq et le dompXdq correspond alors à cette partition de dom(X). Dans la partie
2.5, nous parlerons plus en profondeur de ce processus. Dans notre exemple 1.1.2,
l’heure, variable continue sur r0, 24r est discrétisée en v0, 23w.

1.1.3 Probabilité marginale, jointe et conditionnelle

Soit A et B deux variables aléatoires discrètes.

Définition 1.1.3 (Probabilité marginale)

La probabilité marginale PpAq représente l’ensemble des probabilités de PpA “ aq

pour tout a P dompAq. La probabilité marginale PpAq est donc représentée par un
vecteur ou tenseur de rang 1 de taille | dompAq |.

De manière compacte, s’il n’y a pas d’ambiguïté, on notera Ppa) pour PpA “ aq.

Définition 1.1.4 (Probabilité jointe)

La probabilité jointe PpA, Bq représente l’ensemble des probabilités PppA “ aq X

pB “ bqq pour tout a P dompAq et b P dompBq.
La probabilité jointe PpA, Bq est donc représentée par une matrice ou tenseur de

rang 2 de taille | dompAq | ˆ | dompBq |.

Nous simplifierons Ppa, bq pour PpA “ a, B “ bq “ PppA “ aq X pB “ bqq.

Cette notion de probabilité jointe peut être généralisée à plus de deux variables :
PpX1, ¨ ¨ ¨ , Xdq représentée par un tenseur de rang d et de taille

śd
i“1 | dompXiq |

1.1 Rappel sur les probabilités 13



Définition 1.1.5 (Marginalisation)

La marginalisation est l’opération qui consiste à diminuer la dimension (le rang)
d’une probabilité jointe en éliminant des variables, c’est-à-dire, en sommant sur les
différentes valeurs de cette variable

PpX1, X2q “
ÿ

x3PdompX3q

PpX1, X2, x3q

Nous simplifierons
ř

X3
PpX1, X2, X3q pour

ř

x3PdompX3qPpX1, X2, x3q

En particulier, on retrouve la probabilité de la marginale PpAq en marginalisant la
probabilité jointe PpA, Bq :

PpAq “
ÿ

B

PpA, Bq

Définition 1.1.6 (Probabilité conditionnelle)

La probabilité conditionnelle PpA | Bq est définie pour PpBq ą 0 et représente
l’ensemble des probabilités PppA “ aq | pB “ bqq pour tout a P dompAq et b P

dompBq.
La probabilité conditionnelle PpA | Bq est donc représentée par une matrice ou

tenseur de rang 2 de taille | dompAq | ˆ | dompBq |.
On définit alors le tenseur PpA|Bq par une division tensorielle entre le tenseur

PpA, Bq et le tenseur PpBq :

PpA|Bq “
PpA, Bq

PpBq

Une conséquence immédiate de la définition de la probabilité conditionnelle est le
théorème de Bayes :

Définition 1.1.7 (Théorème de Bayes)

Sous contrainte de positivité de PpBq :

PpA|Bq “
PpB|Aq ¨ PpAq

PpBq

Une autre conséquence de ces définitions est la chain rule :
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Définition 1.1.8 (Chain Rule)

Soit P une probabilité jointe sur un ensemble de variables tX1, . . . , Xdu, P peut
alors être factorisée comme suit :

PpX1, X2, ..., Xdq “ PpX1qPpX2|X1q ¨ PpX3|X1, X2q ¨ ... ¨ PpXd|X1, X2, ..., Xd´1q

Il est important de noter que l’ordre d’énumération des variables impacte fortement
les probabilités conditionnelles qui composent cette factorisation. Autrement dit, si
la loi jointe est supérieur à 0, la chain rule propose d! factorisations de la loi jointe :
une par ordre d’énumération.

1.1.4 Indépendance marginale et conditionnelle

D’après la section précédente, une probabilité jointe sur un grand nombre de
variables est donc représentée par un tenseur dont le rang correspond au nombre de
ses variables. C’est une représentation précise, mais exponentielle, de l’information
probabiliste. Pourtant, il devrait être possible de discerner des relations qualitatives
dans cette représentation quantitative.

Exemple 1.1.3

1. "il est nécessaire de connaître X1 pour prédire X2"

2. "si je connais la valeur de A alors B n’apporte aucune information sur C"

3. "U n’apporte jamais d’information sur Z"

Ces propriétés qui sont encodées dans les paramètres de la loi jointe sont une
information importante pour l’interprétation et pour la compréhension avec les
experts. Il est donc important de les extraire et les mettre en valeur.

Ces relations qualitatives prennent essentiellement la forme d’indépendance mar-
ginale et conditionnelle qu’il s’agit donc maintenant de définir formellement.

Définition 1.1.9 (Indépendance marginale)

Une probabilité P satisfait pX KK Y q si et seulement si

PpX, Y q “ PpXq ¨ PpY q
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L’indépendance marginale permet la découverte de connaissances importantes
dans la probabilité jointe, comme le montre l’item 1 de l’exemple 1.1.3. Toutefois,
elle ne permet pas de discerner des comportements plus fins, mais tout aussi im-
portantes dans la compréhension du modèle tel que celui de l’item 2. Il est alors
nécessaire d’introduire la notion d’indépendance conditionnelle.

Définition 1.1.10 (Indépendance conditionnelle)

Une variable aléatoire (v.a.) X est indépendante conditionnellement à une v.a. Y

sachant la v.a. Z dans P dénotée X KK Y |Z si et seulement si :

PpX, Y | Zq “ PpX|Zq ¨ PpY |Zq

De manière équivalente, X KK Y | Z ðñ PpX|Y, Zq “ PpX|Zq. Cette propriété
est intéressante car parfois plus facilement interprétable pour les experts : si Z est
connu, Y ne rajoute aucune nouvelle information sur X.

Exemple 1.1.4

Voici des exemples de probabilité marginale, jointe et conditionnelle provenant
des données de l’exemple 1.1.2 :

Fig. 1.1. : De gauche à droite, la probabilité marginale de la variable asthme, la probabilité
jointe des variables asthme et pollution et la probabilité conditionnelle de la
variable asthme sachant la variable pollution.

Notre objectif est donc de représenter la distribution jointe P sur un ensemble de
variables aléatoires X “ tX1, . . . , Xku. Cependant, même dans un cas très simple, la
représentation explicite des distributions jointes entraîne une charge computation-
nelle importante.
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1.2 Modèle du Réseau Bayésien

Extraire de la connaissance qualitative d’une probabilité jointe revient principa-
lement à identifier le plus grand nombre d’indépendances marginales et condition-
nelles possibles. De même que la représentation quantitative est exponentielle, la
liste des indépendances identifiées peut être de très grande taille et donc difficile à
maîtriser dans le cadre d’une interaction avec un expert. Il serait pertinent de trou-
ver une représentation plus compacte de ces indépendances. Les réseaux bayésiens
proposent d’utiliser un graphe entre variables à cet effet.

1.2.1 Notions principales de théorie des graphes

Cette section s’attache à présenter les quelques concepts de graphes suffisant pour
la suite de ce manuscrit.

Définition 1.2.1

Soit N un ensemble fini, un graphe G sur N est la représentation d’une relation
binaire entre les éléments de N . Si la relation est symétrique, on dit que le graphe
est non orienté et si la relation est anti-symétrique, on dit que le graphe est orienté.
Un graphe GpN, Aq est donc caractérisé par son ensemble N et un ensemble A Ă

N ˆ N .
Dans ce contexte, on appelle nœud un élément de N et on appelle arc (respecti-

vement arête) un élément de A si G est orienté (respectivement non orienté).

Avec cette définition de G, nous confondons arcs bi-orientés et arêtes, ce qui nous
suffira pour la suite de notre présentation. Dans ce même cadre, nous pouvons
introduire la notion de graphe mixte : un graphe possédant des arêtes et des arcs.

• Pour un arc x Ñ y, on nomme x le parent de y et y l’enfant de x.

• Pour une arête x ´ y, on dit que x et y sont voisins.
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Définition 1.2.2

Dans un graphe orienté,

• un chemin de longueur l est une séquence d’arcs pxi Ñ xi`1qiPt0,¨¨¨ ,l´1u P Al,

• un circuit de longueur l est un chemin tel que x0 “ xl.

Dans un graphe quelconque,

• une chaîne de longueur l est un ensemble de nœuds px0, ¨ ¨ ¨ , xlq tel que
@i ă l, xi ´ xi`1 P A ou xi Ñ xi`1 P A ou xi Ð xi`1 P A,

• un cycle est une chaîne telle que x0 “ xl.

Un descendant de x est un nœud y tel qu’il existe une chaine de x à y.
Un ascendant de y est un nœud x tel qu’il existe une chaine de x à y.

On nomme DAG ("directed acyclic graph"), un graphe orienté sans circuit (et non
pas sans cycle, le terme anglais étant un faux-ami).
Enfin, on appelle squelette le graphe non orienté ayant la même structure que le
graphe d’origine.

Fig. 1.2. : Le graphe orienté sur l’asthme à gauche et non orienté à droite de l’exemple
1.1.2.
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Exemple 1.2.1

Dans le graphe orienté, pollution Ñ asthme est un exemple d’arc où la variable
pollution est le parent de la variable asthme. Dans le graphe non orienté, pollution´

asthme est un exemple d’arête où la variable pollution et la variable asthme sont
voisins. Ici, le graphe orienté est un DAG et le graphe non orienté est son squelette.

1.2.2 Définition des réseaux bayésiens

Le rôle des graphes en modélisation probabiliste et statistique est de fournir des
moyens pratiques pour exprimer des hypothèses structurelles sur le modèle, de
faciliter la représentation efficace et l’interprétation des lois jointes et de permettre
aussi d’accélérer le calcul d’inférence à partir d’observations [PEARL, 1988].

Définition 1.2.3 (Réseau Bayésien)

Un réseau bayésien B “ pP, Gq utilise le DAG GpX, Aq pour la représentation
compacte de P, la distribution de probabilités jointe sur l’ensemble de variables
X “ tX1, ¨ ¨ ¨ , Xnu. Dans ce graphe, l’absence d’arc indique qu’une indépendance
conditionnelle a été détectée :

@i ‰ j, si Xi Ñ Xj R A alors DZ,∅ Ď Z Ă XztXi; Xju tel que Xi KK Xj | Z

La structure de graphe permet donc de lire certaines indépendances dans la loi P.
Par exemple, la propriété de Markov locale (PML) indique que chaque variable est
conditionnellement indépendante de ses non-descendants sachant ses parents. Ce
qui conduit à la propriété fondamentale des réseaux bayésiens : la factorisation de
la distribution jointe P des n variables du modèle.

Définition 1.2.4 (Factorisation dans un réseau bayésien)

Soit le réseau bayésien B “ pP, Gq ,

PpX1, ¨ ¨ ¨ , Xnq “

n
ź

i“1
P pXi|parentspXiqq

C’est une propriété fondamentale qui justifie la représentation compacte annoncée
plus haut. Par exemple, dans notre exemple 1.1.2 sur l’asthme de 6 variables, chacune
ayant 2 à 24 modalités, construire la distribution de probabilité jointe de toutes
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ces variables, soit Ppmeteo, accident, heure, circulation, pollution, asthmeq, revient
à une table de 5 ˆ 2 ˆ 24 ˆ 4 ˆ 10 ˆ 2 soit 19 200 paramètres. Avec la factorisation,
on peut représenter le modèle avec un ensemble de tableaux comprenant en tout
5 ` 10 ` 24 ` 192 ` 40 ` 20 soit 291 valeurs.

Cette factorisation n’est pas unique et n’est pas non plus parfaite. En effet, il est
possible que certaines indépendances dans la loi qui permettraient d’être encore
plus compacte, ne soient pas représentables dans le graphe. Par contre, la propriété
de Markov globale indique que toutes les indépendances lisibles dans le graphe sont
effectivement présentes dans la loi P. Cela nous assure que cette décomposition,
ni unique ni parfaite, est au moins exacte. Pour une définition plus précise de la
propriété de Markov globale, nous référons le lecteur à la partie 1.3.

Il existe bien sûr un grand nombre d’extensions à ce modèle, notamment dans
le cadre des variables continues. Il est vrai qu’expérimentalement, les bases de
données de cas pratiques contiennent souvent des variables de type quantitatif
qu’il est tentant de représenter par des variables aléatoires continues. Toutefois,
ces modèles de réseaux bayésiens continus nécessitent généralement l’hypothèse
de représentation paramétrique des distributions continues. Dans le cadre de cette
thèse, il nous a semblé bien plus difficile de justifier du choix d’une hypothèse
arbitraire du modèle plutôt que de se restreindre aux modèles discrets, en utilisant
si nécessaire des techniques de discrétisation décrites dans la partie 2.5.

1.2.3 Inférence dans un réseau bayésien

Décrire la loi P par le réseau bayésien B de graphe G permet donc de représenter
des distributions de très haute dimensionnalité, inaccessibles sans cet outil. Un des
buts importants de pouvoir manipuler la loi P est le calcul d’impact probabiliste
d’observation de certaines variables sur d’autres variables. Par exemple, comment
se comporte la probabilité d’avoir une crise d’asthme si la circulation est faible.
Ou encore, si le niveau de pollution est maximal, un accident est-il plus probable
d’avoir eu lieu ? On nomme ces calculs d’impacts par le terme : inférence probabiliste.
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Définition 1.2.5 (Inférence Probabiliste)

L’inférence consiste à calculer la distribution d’une variable d’intérêt (C) à partir
d’observations sur certaines des autres variables (A).

PpC|A “ ϵaq “ PpC|ϵaq “
Ppϵa|Cq ¨ PpCq

Ppϵaq
“
PpC, ϵaq

Ppϵaq
9PpC, ϵaq

Toutefois, dans le cadre des réseaux bayésiens, à cause de leur grande dimension
impliquant une explosion combinatoire, cette équation fournit une procédure de
calcul en un temps exponentiel [DAGUM et LUBY, 1993]. Il n’est pas nécessaire ici de
se pencher précisément sur ces algorithmes, toutefois il est intéressant de noter que
le graphe des réseaux bayésien servira aussi à obtenir des algorithmes de calculs
exacts en des temps généralement beaucoup plus raisonnables.

Exemple 1.2.2

Fig. 1.3. : On peut lire Ppasthme | circulation “ faibleq à gauche et Ppaccident |

pollution “ 9) à droite

Si on reprend les mêmes exemples, on observe qu’une crise d’asthme est peu
probable (0.23) en cas de circulation faible, mais que si le niveau de pollution est
maximal, la probabilité qu’un accident ait eu lieu est de 0.60.
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1.3 Interprétation dans les réseaux bayésiens

Interpréter un modèle consiste à dégager et à exhiber des connaissances qualita-
tives qui permettent de comprendre son comportement en faisant abstraction de sa
complexité. Dans le cadre des modèles probabilistes et notamment des réseaux bayé-
siens, ces connaissances prennent principalement la forme d’indépendances condi-
tionnelles : quelles variables dépendent de quelles autres, et dans quels contextes. Il
faut toutefois noter que la lecture de ces connaissances n’est pas directement une
lecture du graphe, la preuve en est que le même réseau bayésien peut être représenté
par différents DAG. Ainsi, le réseau bayésien à deux variables dépendantes A et B

est aussi bien représenté par le graphe A Ñ B que B Ñ A.

1.3.1 d-séparation

La lecture des connaissances s’effectue par l’intermédiaire d’une propriété spé-
cifique aux réseaux bayésiens appelée la d-séparation. La d-séparation consiste à
questionner la capacité d’une variable X à impacter une autre variable Y . Il s’agit
d’identifier les chaines entre les deux variables qui sont aptes à transmettre de
l’information, étant donné un contexte d’une certaine connaissance représentée par
la valeur d’un ensemble de variables Z. Les chaines qui ne peuvent transmettre
l’information sont nommées chaines bloquantes.

Définition 1.3.1 (Chaîne bloquée)

On dit qu’une chaîne pX “ U0, U1, ¨ ¨ ¨ , Ul, Ul`1 “ Y q est communicante par Z si et
seulement si :

@i P t1, ¨ ¨ ¨ , lu,

$

&

%

si Ui´1 Ñ Ui Ð Ui`1 alors Ui ou un de ses descendants P Z,

sinon Ui R Z.

Une chaîne qui n’est pas communicante par Z est bloquée par Z.
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Exemple 1.3.1

Si l’on prend deux exemples classiques :

1. La pointure P d’une personne et son niveau de lecture L sont dépendants,
sauf si on connait l’âge A de la personne. La structure du modèle est donc
P Ð A Ñ L. Dans cette chaine, P et L sont bloqués par A.

2. Les résultats de deux lancers de dé (D1, D2) sont indépendants, sauf si on
connait la somme S des deux dés. La structure du modèle est donc D1 Ñ S Ð

D2 où D1 et D2 sont communicants par S.

Définition 1.3.2 (d-séparation)

Soit X et Y P X et Z Ă XztX, Y u, on dit que X et Y sont d-séparées par Z, si et
seulement si toute chaîne de X à Y est bloquée par Z.

La d-séparation est donc une notion purement graphique. C’est la propriété de
Markov globale, précédemment citée en partie 1.2.2, qui la relie aux indépendances
dans la loi P.

Propriété 1.3.1 (Propriété de Markov Globale)

BpP, Gq est un réseau bayésien si et seulement si toute d-séparation dans G repré-
sente une indépendance conditionnelle dans P.

On peut remarquer que d’après cette propriété, il peut exister des indépendances
conditionnelles dans P qui ne sont pas représentés par une d-séparation. Il est donc
pertinent de simplifier au maximum le graphe G afin de minimiser le nombre de ces
indépendances mal représentées.

1.3.2 Couverture et frontière de Markov

Grâce à la d-séparation et la propriété de Markov globale, nous avons donc l’outil
qui nous permet d’interpréter le graphe comme une source de connaissances qualita-
tives sur la loi P et sur lequel s’appuyer pour communiquer, confronter et valider le
modèle avec l’expert. Par exemple, lorsqu’on s’intéresse localement à une variable,
il peut être pertinent de déterminer les variables qui lui sont "proches", c’est-à-dire
pour lesquels on peut s’attendre à un impact important.
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Définition 1.3.3 (Couverture de Markov)

Une couverture de Markov d’une variable aléatoire Y P X est un sous-ensemble S tel
que :

Y KK XzS | S.

Autrement dit, S contient toutes les informations nécessaires pour l’inférence de Y :
les variables de XzS sont superflues dans ce cas.

Définition 1.3.4 (Frontière de Markov)

Une frontière de Markov de Y est un élément minimal au sens de l’inclusion de
l’ensemble des couvertures de Markov de Y .
Plus particulièrement dans un réseau bayésien, la frontière de Markov d’un nœud
précis contient ses parents, ses enfants et les autres parents de ses enfants [PEARL,
1988].

Il est facile de généraliser et de proposer des niveaux de frontière de Markov :
celle de niveau 1 est la minimale, celle de niveau 2 est la frontière de la frontière de
Markov, jusqu’au niveau n qui inclue nécessairement toutes les variables du graphe.
On structure alors le graphe en sous ensemble concentrique de moins en moins
pertinents pour prédire Y . Cette information est très facile à décrire et à partager
avec les experts.

Fig. 1.4. : Un exemple de réseau bayésien. En gris clair la frontière de Markov de niveau 1
de Y et en gris foncé celle de niveau 2.
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1.3.3 Causalité

L’idée même d’interprétabilité et d’explicabilité fait intervenir le concept de cau-
salité. Pour fournir une explication d’un résultat, d’analyses ou de classifications,
l’idéal serait de pouvoir en expliciter la cause. Toutefois, dans la cadre des sciences
des données, la causalité a toujours été un sujet délicat [PEARSON, 1892]. Même
s’il est connu depuis longtemps que "corrélation n’est pas causalité", les réseaux
bayésiens, en ce qu’ils utilisent le concept intuitivement causal qu’est l’arc, rajoute
encore à l’ambiguïté de ce concept. Dans un premier temps, il s’agira pour nous
d’analyser la relation entre modèle causal et modèle graphique. Dans un second
temps, nous définirons quelques concepts clés qui aideront à la compréhension des
modèles appris dans nos contributions.

Comme nous l’avons déjà dit, il n’y a pas unicité du graphe représentant notre
distribution P. Plus précisément, on dira que deux graphes sont Markov-équivalents
si on peut y lire (grâce à la d-séparation), les mêmes indépendances conditionnelles.
On peut donc définir une classe d’équivalence de Markov comme un ensemble de
réseaux bayésiens qui sont tous Markov-équivalents.

A B C A B C A B C
A

B

C

A C, A C | BA C, A C | B

Fig. 1.5. : Deux classes d’équivalences de Markov.

Par exemple, dans cette figure 1.5, on présente deux classes d’équivalence diffé-
rentes : une classe formée de 3 graphes différents et une classe n’en contenant qu’un.
Ce dernier graphe représente des relations d’indépendances très caractéristiques,
déjà rencontré dans la d-séparation : la v-structure, c’est-à-dire, un motif où deux
nœuds non reliés entre eux possède un enfant commun. On peut d’ailleurs caractéri-
ser plus précisément les graphes qui font partie de la même classe d’équivalence :
ils ont le même squelette et les mêmes v-structures [VERMA et PEARL, 1991]. Cette
propriété nous permet donc de représenter un graphe caractéristique de la classe
d’équivalence : le graphe essentiel.

1.3 Interprétation dans les réseaux bayésiens 25



Définition 1.3.5 (Graphe essentiel)

Le graphe essentiel est caractéristique d’une classe d’équivalence de Markov, c’est un
graphe mixte, de même squelette que les graphes de la classe d’équivalence et qui
ne possède un arc que lorsque cet arc est commun à tous les graphes de la classe
d’équivalence.

A B C
A

B

C

Fig. 1.6. : Les graphes essentiels des exemples en figure 1.5.

Comme la classe d’équivalence de Markov est composé de réseaux bayésiens qui
ont les mêmes indépendances probabilistes, une propriété surprenante est qu’ils
sont indistinguables d’un niveau statistique, ce qui amène à deux conclusions : un
algorithme d’apprentissage ne peut pas faire mieux qu’apprendre dans une classe
d’équivalence et de ce fait, un apprentissage statistique ne peut pas prétendre obtenir
un modèle causal.

Définition 1.3.6 (Modèle causal)

Un modèle causal est un DAG tel qu’un arc X Ñ Y représente la relation causale :
X est la cause de Y .

A

C

B

D

E

F

A

C

B

D

E

F

A

C

B

D

E

F

A

C

B

D

E

F

A

C

B

D

E

F

Fig. 1.7. : Une classe d’équivalence de Markov et son graphe essentiel au centre.
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Il est communément admis qu’un des graphes de la classe d’équivalence de Markov
est donc un modèle causal et que les autres ne le sont pas. Ainsi, même si le modèle
causal n’est pas accessible par l’apprentissage, les arcs du graphe essentiel sont donc
eux causaux.

Cette affirmation est un peu rapide, car il n’est pas possible de faire de modèle
causal sans accepter l’idée de variables latentes qui introduisent des corrélations
fallacieuses ("spurious correlations"), par exemple, entre deux conséquences d’une
variable causale latente.

A B A BA B
A

λ

B
⇔ ou ou

Fig. 1.8. : Différentes possibilités causales lorsque A et B sont corrélés. λ étant une variable
non observée.

Même si le modèle causal n’est pas atteignable et que le modèle causal du graphe
essentiel est une simplification, on peut toutefois remarquer qu’il existe des moyens
de détecter des variables latentes (voir partie 1.4.3) et que la tâche de prédiction qui
nous intéresse particulièrement ne nécessite pas nécessairement d’avoir un modèle
causal. Par contre, l’induction causale (la recherche du modèle causal) est un sujet
particulièrement intéressant, car c’est le moyen de passer d’un modèle de prédiction
à un modèle de prescription, lui seul capable d’indiquer comment faire évoluer l’état
de la variable d’intérêt.

1.4 Apprentissage

Un réseau bayésien est donc constitué d’une structure qui est un DAG et de
paramètres qui sont les probabilités conditionnelles de chacun des nœuds sachant
ses parents. Réussir à dériver ces connaissances à partir d’un échantillon iid suivant la
loi jointe n’est pas trivial. Dans cette partie, nous présentons les méthodes classiques
de cette tâche que l’on nomme communément apprentissage.

1.4.1 Apprentissage expert : modélisation

Dans de nombreux domaines, un processus automatique de construction du
modèle n’est pas envisageable. Par exemple, isoler les variables pertinentes peut
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être difficile, obtenir une base de données suffisante est délicat, voire impossible,
etc. Plus généralement, il est fréquent d’avoir à sa disposition une base qui, soit
en taille, soit en granularité, se révèle insuffisante pour l’apprentissage du modèle.
Dans cette situation, il existe toutefois une possibilité pour que ces connaissances
non dérivables d’une manière automatique puissent être acquises auprès d’experts
dans le domaine d’application et de la littérature pertinente :

‚ Choix de variables : Elle est généralement basée sur des entretiens avec des
experts, des descriptions du domaine et une analyse approfondie de l’objectif
du réseau en cours de construction [LUCAS et al., 2004]. Cette étape est la
plupart du temps nécessaire aussi dans un processus automatique. Même s’il
est possible d’isoler les variables non pertinentes (voir partie 1.3.2), ou détecter
l’existence de potentielles variables cachées (voir partie 1.4.3).

‚ Estimation de la structure : Les relations de dépendance et d’indépendance
entre les variables doivent ensuite être analysées et exprimées dans une struc-
ture graphique. Pour ce faire, l’intuition de la causalité peut être utilisée comme
principe directeur. Les relations obtenues sont alors exprimées en termes gra-
phiques en prenant la direction de la causalité pour diriger les arcs entre les
variables. Mais, il n’est pas toujours facile ou intuitif pour les experts d’expri-
mer les relations causalement. La connaissance des contraintes probabilistes
qualitatives et des contraintes logiques entre les variables impliquées peut
aider à la construction.

‚ Estimation des paramètres : Enfin, les distributions de probabilités condi-
tionnelles locales pour chaque variable doivent être complétées. Ces probabili-
tés peuvent difficilement être obtenues auprès d’experts du domaine. Il existe
donc un grand nombre de méthodes qui permettent aux experts d’exprimer
quantitativement leurs connaissances. Cela reste un processus extrêmement
complexe et fastidieux. Toutefois, il faut noter que, la structure étant acquise,
les probabilités nécessaires sont des probabilités locales dont l’estimation peut
venir de diverses sources. Ainsi, connaitre les paramètres d’une loi jointe
PpS, Gq est bien plus complexe que d’estimer la loi a priori PpSq ainsi que le
mécanisme probabiliste qui explique la valeur de G une fois la valeur de S

connu : PpG | Sq. Par ailleurs, PpSq et PpG | Sq n’ont pas à être obtenu par
un même processus ou même par un même expert (voir exemple 1.4.1).
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Exemple 1.4.1

Dans un service médical d’un hôpital, pour une maladie donnée, on cherche à
comprendre l’impact du sexe S sur la guérison G d’une maladie. La cohorte contient
55 hommes et 30 femmes dont l’équipe médicale estime que 50 hommes vont guérir
et seulement 15 femmes.

• Les médecins se sont accordés pour dire que parmi les variables potentiellement
explicatives retenues, seul le sexe impacte la guérison de la maladie.

• Les experts se sont naturellement fixés sur une structure causale S Ñ G.

• Il reste à estimer les paramètres PpSq et PpG | Sq. Les estimations de l’équipe
médicale permettent de quantifier correctement PpG | Sq puisqu’elle rend
compte explicitement du mécanisme reliant le sexe de la personne et sa
capacité à guérir. Par contre, il sera maladroit d’utiliser la proportion d’homme
et de femmes dans cet hôpital pour estimerPpSq. Une source extérieure comme
l’INSEE pourrait permettre de fournir cette probabilité pour l’ensemble de la
population française. En particulier, l’estimation de PpGq serait surestimée
en utilisant cette probabilité locale de S puisqu’on dirait qu’en moyenne, on
guérit beaucoup plus qu’en réalité.

Dans les cas favorables, les données sont suffisantes pour pouvoir envisager des
traitements statistiques. Des processus d’apprentissage automatique peuvent donc
être envisagés pour la structure comme pour les paramètres.

1.4.2 Apprentissage des paramètres

Le problème de l’apprentissage de paramètres dans un réseau bayésien consiste
à estimer les distributions de probabilités conditionnelles à structure fixée à partir
d’une base de données.

La théorie classique des statistiques inférentielles propose comme meilleure es-
timation d’une probabilité, le calcul d’une fréquence dans la base de données. Par
exemple, avec pi la probabilité d’occurrence d’un certain événement i et Ni le
nombre d’occurrences de i dans la base de taille N , on estime pi par P̃i “

Ni
N . Il

suffit donc de compter Ni et N pour estimer pi.

Les statistiques bayésiennes rajoutent la prise en compte d’un a priori. Pour peu
que l’a priori soit bien choisi, cela se résume à adjoindre une base virtuelle de
taille M représentant cette connaissance experte et à rajouter au comptage Ni des
pseudo-comptages αi dans cette base virtuelle. Dans le cas des probabilités discrètes,
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l’a priori conjugué de la distribution multinomiale est la distribution de Dirichlet
[SAPORTA, 2006].

Dans le cas des réseaux bayésiens, les probabilités à estimer sont plus complexes,
car elles prennent la forme de probabilités conditionnelles : la probabilité qu’une
variable Xi prenne la valeur k sachant que les parents pai de Xi prennent la valeur
j. Les comptages sont donc triplement indicés, classiquement représentés par :
Ni,j,k. De même pour l’a-priori : les pseudo-comptages dans la base virtuelle seront
représentées par αi,j,k. On définit aussi ri “| dompXiq |.

On peut donc résumer l’apprentissage des paramètres dans un réseau bayésien
par le tableau suivant :

a priori Nom Formule

Sans Maximum de vraisemblance P̃MLEpXi “ k | pai “ jq “
Ni,j,k

Ni,j

Avec Maximum a Posteriori P̃MAPpXi “ k | pai “ jq “
αi,j,k`Ni,j,k´1

αi,j`Ni,j´ri

Avec Estimation a Posteriori P̃EAPpXi “ k | pai “ jq “
αi,j,k`Ni,j,k

αi,j`Ni,j

Tab. 1.2. : Les types d’apprentissage de paramètres dans un cadre bayésien

Quelques remarques sur ce tableau :

• quand Ni,j,k Ñ 0, l’a priori est très important et l’apprentissage devient donc
expert ;

• quand Ni,j,k Ñ 8, αi,j,k n’a plus d’utilité, les estimations sont consistantes et
équivalentes ;

• il existe un cas particulier quand αi,j,k “ 1 où on considère un a priori uniforme
partout.

Des méthodes ont en effet été proposées dans le cas où peu de données rendaient
l’estimation des paramètres fragiles sans a priori explicite. Par exemple, un ajuste-
ment des paramètres pour éviter les 0 :

Définition 1.4.1 (Ajustement de Laplace (smoothing))

P̃ «
Ni,j,k ` 1
Ni,j ` ri

Cela revient au cas précédent avec αi,j,k “ 1 , il n’y a pas de connaissance experte,
on a donc un a priori uniforme et une influence faible.
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Un problème souvent rencontré est la présence dans la base de valeurs manquantes.
Ces valeurs manquantes faussent les estimations des probabilités par comptage et
sont donc un problème pour les algorithmes d’apprentissage. Une solution sou-
vent proposée est l’utilisation de l’algorithme EM, pour Espérance - Maximisation
[DEMPSTER et al., 1977] qui consiste à itérer sur des estimations des probabilités des
valeurs manquantes, à partir d’une première estimation (voir algorithme 1.4.1). À
chaque itération, cette estimation se précise. Cet algorithme a de bonnes propriétés,
comme l’assurance d’une convergence, mais souffre de plusieurs défauts comme une
lenteur de convergence, la convergence vers un optimum local et un manque de
robustesse, car la solution trouvée dépend fortement de l’estimation initiale.

Algorithme 1.4.1 EM (Espérance - Maximisation)
Répéter jusqu’à convergence :

0. On choisit P0pXi | paiq

1. Étape E : Estimer N
pt`1q

ijk à partir des PtpXi | paiq

2. Étape M : Pt`1pXi “ k | parentsi “ jq “
N

pt`1q

ijk

N
pt`1q

ij

Ces contraintes sont très fortes et empêchent l’utilisation de cet algorithme dans
de nombreux cas pratiques. Il existe alors d’autres méthodes plus simples, mais
moins fondées mathématiquement, pour prendre en compte ces valeurs manquantes
(voir partie 2.4).

1.4.3 Apprentissage de la structure

Nous nous plaçons à présent dans le cas où la structure du réseau bayésien n’est
pas connue et nous intéressons aux méthodes permettant sa reconstruction à partir
des données.

L’apprentissage de la structure d’un réseau bayésien est un problème NP-difficile 1

[CHICKERING, 2000], en premier lieu parce que le nombre de structures possible
(NS) en fonction du nombre de variables n est super-exponentiel [ROBINSON,
1977] :

1. En théorie de la complexité, les problèmes NP-difficiles sont des problèmes pour lesquels aucune
solution efficace (en temps polynomial) n’est connue [COOK, 1971]. Cela signifie qu’il n’existe pas
d’algorithme qui puisse résoudre ces problèmes en un temps raisonnable à mesure que la taille des
données augmente.
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NSpnq “

$

’

&

’

%

1 , n ď 1
n
ř

i“1
p´1qi`1 ¨ Cn

i ¨ 2i¨pn´iq ¨ NSpn ´ 1q , n ą 1

Ce qui implique qu’aucun algorithme d’exploration ne peut être efficace dans un
tel espace d’état.

Il s’agit donc de proposer des algorithmes qui ne nécessiteront pas une phase
d’exploration explicite. Pour ce faire, il existe deux méthodes principales : les al-
gorithmes basés sur un score et les algorithmes basés sur l’indépendance (ou les
contraintes).

Algorithmes à base de scores

Ces algorithmes se basent sur la proposition d’une fonction (le score) qui éva-
lue la qualité de la structure d’un réseau bayésien en fonction de deux critères :
(1) la vraisemblance de la structure par rapport à la base, et (2) un critère plus
difficile à cerner par sa subjectivité, qui est censé représenter la préférence pour
les modèles simples : le rasoir d’Occam. Ces deux critères sont antagonistes. En
effet, le modèle le plus simple correspond à un ensemble de variables complètement
indépendantes, ce qui est peu vraisemblable, et réciproquement, augmenter la vrai-
semblance tend à rendre tout dépendant de tout, ce qui donne le modèle le plus
complexe possible. Cependant, l’existence d’un tel score permet de proposer des
algorithmes de type glouton : étant donné une structure initiale et une notion de
voisinage, l’algorithme explore l’espace des réseaux bayésiens de voisins en voisins,
en maximisant l’augmentation du score à chaque itération. L’algorithme se termine
évidemment lorsque tout le voisinage a un score moindre que la structure courante.
Cette famille d’algorithmes se caractérise par le choix de la notion de voisinage et le
choix de la notion du score. Le voisinage le plus communément admis correspond à
l’application d’une opération élémentaire d’ajout, de retrait ou de modification d’un
arc. Ce voisinage implique des contraintes supplémentaires sur le score pour être
efficace : la décomposition locale.

Définition 1.4.2 (Décomposition locale du score)

Soit G une structure courante et G1 une structure de son voisinage, alors il existe un
arc x Ð y qui a été ajouté, retiré ou modifié et soit f un score sur les structures. f

est décomposable localement si fpG1q ´ fpGq ne dépend que de x et y.
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Cette définition nous assure un gain de score efficace dans tout le voisinage. Un
grand nombre de scores peuvent être décrits et vérifient ces propriétés nécessaires
d’un score. Nous allons uniquement en décrire deux :

1. le critère BIC (Bayesian Information Criterion)

Score BICpT, Dq “ log2LpΘMV, T : Dq ´
1
2 ¨ DimpT q ¨ log2N

dimpT q est le nombre de paramètres du réseau bayésien. Ce critère existait
bien avant les réseaux bayésiens dans le domaine de la sélection de modèles
[SCHWARZ, 1978]. Sa formulation est très lisible, car on voit apparaitre sa
vraisemblance et la dimpT q comme critère de complexité.

2. le score BDeu (Bayesian Dirichlet score Equivalent)

Score BDepT, Dq “ P pT q

n
ź

i“1

qi
ź

j“1

Γpαi,jq

ΓpNi,j ` αi,jq

ri
ź

k“1

ΓpNi,j,k ` αi,j,kq

Γpαi,j,kq

Ce score bayésien se base sur l’expression de la vraisemblance du modèle,
un a priori de Dirichlet pour les paramètres et un a priori sur la structure
P pT q. Cet a priori permet d’exprimer une préférence pour certaines structures :
on implémentera le rasoir d’Occam en exprimant que la probabilité a priori
d’une structure sera d’autant plus grande que la structure sera simple. Mais,
on pourra aussi intégrer d’autres préférences : par exemple, privilégier les
structures connexes.

Comme tout algorithme glouton, les méthodes à base de score permettent d’obtenir
un optimum local. Dès lors, il y a tout lieu d’utiliser l’ensemble des méta-heuristiques
proposés dans la littérature afin d’optimiser le score de la structure finale : Random
Restart [HOOS et STÜTZLE, 2005], recuit simulé [KIRKPATRICK et al., 1983], Tabu
List [GLOVER et LAGUNA, 1998], algorithmes génétiques [GOLDBERG, 1989], etc.

Ces algorithmes ont longtemps été considérés comme les plus efficaces et les plus
rapides, toutefois leur caractère pragmatique (l’ajout d’un arc ne correspond qu’à une
augmentation d’un score) les rend peu séduisants dans le cadre d’une utilisation des
réseaux bayésiens où l’interprétabilité serait un critère important. Depuis quelques
années, avec l’avènement de l’XAI (EXplainable Artificial Intelligence), ce point de
vue devient plus prégnant et contribue à renouveler l’intérêt pour la deuxième classe
d’algorithmes d’apprentissage de structure.
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Algorithmes à base de contraintes

Cette famille d’algorithmes part du principe que la structure d’un réseau bayésien
encode une information sur les indépendances conditionnelles vérifiées par la loi
jointe. Plus précisément, l’absence d’arc entre X et Y constitue la manifestation de
l’existence d’une indépendance (potentiellement conditionnelle) entre les variables
X et Y . Ces algorithmes se basent donc sur des tests d’indépendance conditionnelle
dans la base de données, comme le test du χ2, test du G2, etc.[SAPORTA, 2006], afin
de construire peu à peu la structure vérifiant toutes ces contraintes d’indépendances
révélées dans la base. Ces algorithmes doivent prendre en compte trois écueils prin-
cipaux : le nombre exponentiel de tests d’indépendances, le taux d’erreur des tests
statistiques d’indépendances (souvent fixé à 5%) et enfin le manque de robustesse
de ces tests d’indépendances quand le nombre de données diminue. Le troisième
point n’est pas à négliger, car, pour des tests d’indépendances conditionnelles, la
taille de la partie de la base adressée par un test peut devenir très petite. Ces deux
derniers écueils ne sont pas facilement évitables et les algorithmes de cette famille
se distingueront donc principalement par la stratégie mise en œuvre pour minimiser
le nombre de tests d’indépendances effectivement calculés.

Ainsi, l’algorithme PC, nommé d’après Peter Spirtes et Clark Glymour [SPIRTES

et GLYMOUR, 1991], lui-même un raffinement de l’algorithme IC [VERMA et PEARL,
1991], propose une stratégie qui consiste, à partir d’un squelette complet, à trier les
tests d’indépendances conditionnelles sur la taille de leur ensemble conditionnant.
Les indépendances déjà trouvées se répercutent par la suppression d’arcs dans le
graphe courant, ce qui réduit d’autant le nombre d’indépendances de plus haute
complexité nécessaire par la suite. Dans un second temps, les indépendances calcu-
lées permettent de découvrir des v-structures et donc d’obtenir le graphe essentiel.
Comme nous l’avons dit plus haut, le travail statistique d’apprentissage de structure
se termine ici. Une troisième phase finalise l’orientation de manière arbitraire afin
d’obtenir un réseau bayésien dans la même classe d’équivalence (voir algorithme
1.4.2).

Algorithme 1.4.2 PC (Peter-Clark)

1. Création du graphe non orienté reliant tous les nœuds.

2. Test et suppression de toutes les indépendances conditionnelles par des χ2.

3. Recherche des v-structures.

4. Propagation des contraintes d’orientations.

5. Orientations des dernières arêtes en restant Markov-équivalent.
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À ce jour, la stratégie de PC semble être la plus efficace pour organiser les tests
d’indépendances. D’autres algorithmes se sont donc attaqués aux deux autres pro-
blèmes : le taux d’erreur et le manque de robustesse des tests d’indépendances. Par
exemple, l’algorithme MIIC (Multivariate Information-based Inductive Causation de
[AFFELDT et ISAMBERT, 2015 ; AFFELDT, VERNY et al., 2016] propose de remplacer
ces critères d’indépendances statistiques par des concepts issus de la théorie de l’in-
formation : l’information mutuelle (à trois points), que l’on définira juste en dessous,
permet de tester l’indépendance conditionnelle. L’intérêt de cette proposition est (1)
d’obtenir un test plus robuste, (2) de fournir une information plus quantitative sur
l’indépendance qui permet de trier l’ensemble des indépendances candidates et donc
d’améliorer aussi la stratégie de minimisation de nombre de tests.

Pour définir l’information mutuelle à trois points, nous allons d’abord définir
simplement l’entropie, la quantité d’information contenue dans une seule variable.
Nous nous basons sur [KHINCHIN, 1957].

Définition 1.4.3 (Entropie)

Soit X, une variable discrète aléatoire, l’entropie HpXq est définie par :

HpXq “ ´
ÿ

xPX

Ppxq logPpxq

On peut étendre cette définition à l’entropie d’une paire de variables X et Y , qu’on
appelle entropie jointe.

Définition 1.4.4 (Entropie jointe)

HpX, Y q “ ´
ÿ

xPX

ÿ

yPY

Ppx, yq logPpx, yq

Si on en revient à l’information mutuelle, elle mesure la quantité d’information
partagée entre deux variables aléatoires.

Définition 1.4.5 (Information mutuelle)

IpX; Y q “
ÿ

xPX

ÿ

yPY

Ppx, yq log Ppx, yq

PpxqPpyq
“ HpXq ` HpY q ´ HpX, Y q

Dans le cas de trois variables, l’information mutuelle à trois points, notée IpX; Y ; Zq,
quantifie la quantité d’information commune à toutes les paires possibles parmi les
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variables X, Y et Z. À partir des définitions précédentes, on peut la définir par :

Définition 1.4.6 (Information mutuelle à trois points)

IpX; Y ; Zq “ HpXq ` HpY q ` HpZq ´ HpX, Y q ´ HpX, Zq ´ HpY, Zq ` HpX, Y, Zq

À partir du calcul de cette information mutuelle et si elle est négative, l’algorithme
MIIC repère alors les indépendances. Il suit ensuite le modèle de l’algorithme PC.
L’algorithme MIIC permet aussi de détecter les variables latentes [VERNY et al.,
2017]. En effet, lorsqu’il existe un conflit d’orientation dans les arcs, cela peut être
dû à l’existence d’une variable latente non observée.

Ce chapitre s’est appliqué à définir le modèle du réseau bayésien et introduire les
concepts importants pour son interprétation et surtout son apprentissage. Nous nous
intéresserons maintenant à la tâche de classification.
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Les méthodes de machine learning permettent d’apprendre des modèles et de
prendre des décisions complexes à partir de jeux de données. La classification est
une tâche d’apprentissage particulière dont l’objectif est de prédire les étiquettes de
classe catégorielle de nouvelles instances, sur la base d’observations. Ainsi, on prédit
la classe Y par une fonction des observations X, soit :

ŷ “ fpXq (2.1)

On distingue deux méthodes de classification : supervisée ou non supervisée. En
classification non supervisée, le jeu de données ne contient pas d’exemple annoté.
Le but est alors de détecter des similarités dans les données et de construire des
groupes ou clusters. En classification supervisée, le jeu de données est composé
d’exemples annotés par la classe (la cible). L’objectif principal est alors d’apprendre
une correspondance entre les caractéristiques d’entrée et un ensemble prédéfini
de classes. Les classes représentent différentes catégories ou groupes auxquels les
instances peuvent appartenir. Si la cible n’a que deux valeurs possibles (généralement
0 et 1), on parle de classification binaire. En présence de multiples classes, on parle
alors d’apprentissage multi-classe.

Dans ce chapitre, nous nous concentrons sur la classification supervisée. Nous
décrirons d’abord la classification probabiliste pour ainsi introduire les réseaux
bayésiens en tant que classifieur, puis nous parlerons de quelques autres méthodes
de classification populaire. Nous aborderons ensuite les problématiques générales
de la création des classifieurs et de leur évaluation, et les méthodes actuelles pour y
remédier.

2.1 Classification probabiliste

Un classifieur probabiliste est un classifieur qui permet de prédire, sachant des
observations d’une instance, une distribution de probabilité sur un ensemble de
classes, plutôt qu’uniquement sélectionner la classe préférée.

Plus formellement, à partir de la base des variables X “ pX1, . . . , Xnq et la classe
Y , la classification probabiliste estime une distribution de probabilité. La fonction
fpXq qui précédemment (Équation 2.1) retournait la classe préférée, prend alors
la forme de la recherche du maximum de cette distribution sur les valeurs de Y .
Soit :

ŷ “ arg max
Y

Pp.q (2.2)
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On rappelle que la fonction de probabilité P est une estimation empirique à partir
de la base de données. Ce principe général se spécialise en deux méthodes qui se
distinguent par le type de P.

2.1.1 Maximum de vraisemblance et maximum a posteriori

Pour mener à bien la tâche de classification qui consiste à trouver Y en fonction
de x1, . . . , xn, deux fonctions de probabilités sont pertinentes : la vraisemblance
P px1, . . . , xn| Y q et la loi a posteriori P pY |x1, . . . , xnq [BISHOP, 2006].

De nombreuses méthodes consistent à proposer des modèles de vraisemblance
afin de minimiser le nombre de paramètres à partir de la base (voir les prochaines
sections). Par exemple, une mixture de gaussienne consistera à estimer la moyenne
et la variance dans chaque classe comme sur la figure 2.1.

Fig. 2.1. : Exemple d’une mixture de gaussienne. Les points sur l’axe permettent de calculer
les paramètres pµi, σiq et donc d’estimer les vraisemblances, par exemple : Ppx |

Rougeq „ N pµ1, σ2
1q

.

Par contre, la loi a posteriori peut être très difficile à obtenir, car sa connais-
sance demande de connaître la distribution jointe de toutes les variables, soit la
vraisemblance et la distribution a priori de la classe.

PpY | xq9Ppx, Y q “ Ppx | Y q ¨ PpY q

La classification probabiliste (Équation 2.2) peut alors se faire par maximum de
vraisemblance (ML) :

ŶML “ arg max
Y

P px1, . . . , xn| Y q
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ou par maximum a posteriori (MAP) :

ŶMAP “ arg max
Y

P pY |x1, . . . , xnq

La connaissance de P(Y) est en effet exigeante, mais a contrario, si elle est
accessible, il faut bien évidemment utiliser le MAP qui compare des probabilités
d’une même distribution, contrairement au ML qui compare des probabilités de
distributions différentes.

Dans le cas d’une classification binaire, Y ne peut prendre que deux valeurs (0 ou
1) et il est fréquent de représenter la fonction à estimer non pas par ŶMAP mais par
la probabilité de la classe 1 :

fpxq “ P pY “ 1|x1, . . . , xnq

2.1.2 Naive Bayes

Comme dit précédemment, un classifieur probabiliste va proposer des hypothèses
qui lui permettront de rendre calculables la vraisemblance ou les distributions
a posteriori, c’est-à-dire de minimiser le nombre de paramètres nécessaires pour
calculer cette probabilité. Généralement, c’est la vraisemblance qui est visée par
cette simplification. Le classifieur naive Bayes est dans ce cadre le plus simple des
classifieurs (non triviaux). Il consiste à faire l’hypothèse "naïve" que toutes les
variables sont indépendantes entre elles sachant la classe : @k ‰ i, Xk KK Xi|Y . Ce
qui permet de réécrire la vraisemblance et l’a posteriori :

PpX1, . . . , Xn | Y q “

n
ź

i“1
PpXi | Y q

PpY | X1, . . . , Xnq 9PpY, X1, . . . , Xnq “ PpY q ¨

n
ź

i“1
PpXi | Y q

Ce qui permet de réécrire la tâche de classification par :

ŷML “ arg max
y

˜

n
ź

i“1
Ppxi|yq

¸

ŷMAP “ arg max
y

˜

Ppyq ¨

n
ź

i“1
Ppxi|yq

¸
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Le modèle naive Bayes demande un nombre linéaire de paramètres en fonction
de la dimension plutôt qu’un nombre exponentiel. Toutefois, l’hypothèse d’indépen-
dance est extrêmement forte et est rarement vérifiée en réalité. Cependant, dans le
cadre d’une classification binaire, l’estimation obtenue est souvent suffisante pour
prendre une décision pertinente [HAND et YU, 2001 ; ZHANG, 2004].

Par ailleurs, on peut remarquer que la factorisation naive Bayes correspond à celle
d’un réseau bayésien dont la structure graphique est fixe et aisément identifiable :
Y n’a pas de parent et chaque Xi n’a que Y comme parent. Estimer un naive Bayes
revient donc à estimer un modèle graphique dont la structure fixe est représentée
dans la figure 2.2.

Fig. 2.2. : Représentation d’un naive Bayes comme un modèle graphique (n “ 3).

Cette représentation des naive Bayes en tant que modèle graphique incite à
proposer d’autres modèles graphiques un peu plus complexes, mais gardant au
moins une partie de la structure naive Bayes.

2.1.3 Tree Augmented Naive Bayes

Le modèle graphique naive Bayes est caractérisé par un graphe où chaque Xi a un
unique parent Y ; ce qui permet d’envisager un modèle légèrement plus complexe :
autoriser que chaque Xi ait un second parent autre que Y . En respectant la contrainte
d’acyclicité du graphe, les seconds parents décrivent donc un arbre (ou une forêt)
parmi les Xi : on obtient le modèle Tree Augmented Naive Bayes (TAN) qu’on retrouve
en figure 2.3.

La définition du MAP devient donc :

ŶMAP “ arg max
y

˜

PpY q ¨

n
ź

i“1
PpXi | Y, parentpXiq

¸

où parentpXiq P X est le parent de Xi dans l’arbre s’il existe.
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Fig. 2.3. : TAN : Y est parent de X1, X2, X3 et X1 Ð X2 Ñ X3 forme un arbre.

Ce modèle est un peu plus riche que le naive Bayes, il reste toutefois d’une
complexité contrôlée linéairement et possède un algorithme efficace pour identifier
la partie variable de sa structure : l’arbre entre les attributs (voir algorithmes 2.1.1
et 2.1.2).

Algorithme 2.1.1 KRUSKAL, 1956

1. Trier les arêtes du graphe G par ordre décroissant de poids. Soit T l’ensemble
des arêtes formant l’arbre de poids maximum. Initialiser T ‰ H.

2. Ajouter la première arête à T .

3. Continuer à ajouter l’arête suivante à T seulement si elle ne crée pas de cycle
dans T . Si aucune arête n’est plus disponible, sortir de l’algorithme et signaler
que G est déconnecté.

4. Si T contient n ´ 1 arêtes (où n est le nombre de nœuds dans G), arrêter
l’algorithme et afficher T . Sinon, retourner à l’étape 3.

Algorithme 2.1.2 Construit-TAN

1. @i ă j, calculer IP pXi; Xj | Y q

2. Évaluer les arcs du graphe non-orienté complet des pXiq par les IpXi; Xj | Y q.

3. Calculer EpIP p.; . | Zq “

ř

iăj IpXi;Xj |Zq

dpd´1q{2 .

4. Supprimer les arcs de valeur ă EpIp.; . | Zq.

5. Appliquer Kruskal sur ce graphe pour obtenir une forêt couvrante de poids
maximum.

6. Sur chaque partie connexe C de cette forêt, chercher Xroot “ arg max
XPC

IpX; Y q.

7. Utiliser ce Xroot comme racine pour l’orientation de C

8. Rajouter Y dans le graphe, père de tous les X.

9. Apprendre les paramètres du BN.
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2.1.4 Classifieur à partir de réseau bayésien

Les deux classifieurs précédemment évoqués sont basés sur des réseaux bayésiens
dont la structure est en partie fixée, mais on peut aussi proposer un classifieur dont
la structure serait un réseau bayésien totalement appris.

Ici, la structure du réseau est quelconque et la classe Y est traitée comme toute
autre variable. La section 1.4.3 propose plusieurs méthodes permettant de trouver
la structure de ce réseau bayésien. Le modèle obtenu est donc bien plus général
et permet de spécifier tout type de relations probabilistes entre la classe et les
attributs.

Afin de prédire la classe Y , il s’agit de calculer PpY | Xq qui prend dans ce cas
la forme d’une inférence probabiliste (voir définition 1.2.5). Par ailleurs, la section
1.3.2 nous a montré que ce calcul revenait à calculer la probabilité de Y sachant la
frontière de Markov de Y , ce qui revient à proposer un processus de sélection de
variables strictement nécessaires à la classification, parmi l’ensemble des attributs X.
L’apprentissage des paramètres et les calculs de la probabilité de classification sont
largement simplifiés.

Y

X1

X3

X2

X6

X5

X4

X7

Fig. 2.4. : Exemple de réseau bayésien, sa structure nous permet de déduire que la classe
Y ne dépend pas de X2, X3, X4 et, car ils ne font pas partie de la frontière de
Markov de Y .

Enfin, un avantage supplémentaire de l’apprentissage d’un tel réseau bayésien
est la découverte de connaissances sur le domaine. En effet, la structure apprise
expose les relations entre toutes les variables tant qualitativement (indépendances
probabilistes) que quantitativement en explicitement les mécanismes probabilistes
de génération de chacune des données. Ainsi, ces classifieurs fournissent un ou-
til de validation peu fréquent, la confrontation directe du modèle et des experts
[HECKERMAN et al., 1995].
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2.2 Autres méthodes de classification

Dans le cadre de cette thèse, nous utiliserons principalement comme classifieurs
les réseaux bayésiens. Pour justifier ce choix, il nous a paru important de pouvoir
comparer cette méthode à d’autres classifieurs plus classiques. Il serait impossible de
décrire ici toutes les méthodes de classification de l’état de l’art, nous en avons donc
sélectionné quelques-unes qui sont populaires [JORDAN et MITCHELL, 2015], facile-
ment implémentables avec des bibliothèques Python connues, comme scikit-learn
[PEDREGOSA et al., 2011] et représentatives des différents types de fonctionnements.
Ce sont ces méthodes que nous avons utilisées par la suite pour comparer les résultats
à réseaux bayésiens de classification.

2.2.1 Régression Logistique

La régression logistique est une méthode de classification binaire qui se base sur
une hypothèse de séparations linéaires des deux classes et sur des hypothèses sur la
distribution de probabilité a posteriori [“Logistic regression” 2012].

Si les classes sont linéairement séparables, cela implique qu’il existe dans l’espace
des attributs un hyperplan qui sépare les deux classes, comme illustré en figure
2.5.

Fig. 2.5. : Visualisation du modèle de régression logistique sur un cas d’exemple [REIMEIR

et al., 2021].

L’équation d’un hyperplan s’écrit :

β0 ` β1X1 ` β2X2 ` . . . ` βnXn “ 0

46 Chapitre 2 Classification



Dans un cadre probabiliste de maximum a posteriori, pour une classe Y binaire, la
séparation entre les deux classes vérifie :

PpY “ 0 | xq “ PpY “ 1 | xq

ðñ
PpY “ 0 | xq

PpY “ 1 | xq
“ 1

ðñ logPpY “ 0 | xq

PpY “ 1 | xq
“ 0

Par analogie,

log PpY “ 0 | xq

PpY “ 1 | xq
“ β0 `

n
ÿ

i“1
βixi

En notant p “ PpY “ 1 | xq et z “ β0 `
n
ř

i“1
βixi, on obtient :

log p

1 ´ p
“ z

ðñ
1 ´ p

p
“ exp´z

ðñ1 ´ p “ p ¨ exp´z

ðñ1 “ pp1 ` exp´zq

On peut ainsi écrire la fonction de classification de la régression logistique :

fLRpxq “ P pY “ 1 | xq “
1

1 ` e
´pβ0`

n
ř

i“1
βixiq

Les coefficients β sont optimisés pour maximiser la vraisemblance des observations
sachant les variables d’entrée.

Cette méthode propose un nombre de paramètres très faible, car linéaire en
fonction du nombre d’attributs. Par ailleurs, ces paramètres sont uniquement des
poids associés à chaque attribut, ce qui permet de les ordonner par importance pour
la classification, ce qui est une aide à l’explication. Mais il est à noter que cette
modélisation repose sur des hypothèses arbitraires qu’il est difficile de vérifier.

2.2 Autres méthodes de classification 47



2.2.2 Arbre de décision

Les arbres de décision présentent une structure hiérarchique en forme d’arbre. Ils
partitionnent récursivement l’espace des variables en des régions dont une classe est
de plus en plus majoritaire. Chaque feuille de l’arbre représente alors une région
où l’on est raisonnablement certain de la classe [“Classification and regression trees
(CART)” 2012].

Fig. 2.6. : Exemple d’arbre de décision [VALDES et al., 2016]

Le processus de classification est alors direct. À chaque nœud interne de l’arbre, le
choix d’une branche est pris en évaluant un test spécifique. Les feuilles de l’arbre
représentent les résultats de la classification. Le processus de construction d’un arbre
de décision implique la sélection des caractéristiques optimales à chaque nœud afin
de maximiser le gain d’informations.

L’interprétabilité des arbres de décision est une caractéristique essentielle, car la
logique régissant la classification est explicitement décrite dans un format basé sur
des règles.

Ils sont donc simples à comprendre et à interpréter, facile à utiliser et versatiles.
Mais ils ont des limites, les frontières de décision sont fréquemment alignées sur un
des axes comme l’on peut apercevoir sur l’exemple de la figure 2.6. Mais surtout,
les arbres de décisions manquent de robustesse : ils sont aussi très sensibles à des
petites variations dans les données d’apprentissage [GÉRON, 2019].

2.2.3 Méthodes d’ensemble

Pour palier le manque de robustesse de certains classifieurs, une idée commune
est d’agréger plusieurs modèles. On parle alors de méthodes d’ensemble. Le groupe
(ou "ensemble") sera souvent plus performant que le meilleur modèle individuel ; en
particulier si les modèles individuels produisent une grande variabilité de résultats.
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L’instabilité d’un modèle devient alors une force. Il faut noter que cette robustesse
acquise se fait au détriment de l’explicabilité, car une décision d’un modèle agrégé
sera plus complexe à extraire que celle d’un modèle simple [HASTIE et al., 2009a].

Nous décrirons par la suite quelques méthodes ensemblistes.

Random Forest

Les arbres de décision en particulier sont un exemple type de classifieurs très
sensibles aux modifications, même légères des données d’apprentissage, et en font
un bon candidat pour une méthode d’ensemble : un random forest sera donc un
ensemble d’arbres de décision, chacun appris sur une sous-partie aléatoire de la base
d’apprentissage. Les prédictions sont obtenues par vote majoritaire sur l’ensemble
des arbres appris [HASTIE et al., 2009c].

Expérimentalement, les random forest obtiennent de très bons résultats en termes
de classification et de robustesse.

Fig. 2.7. : Illustration d’un Random Forest [KHAN et al., 2021]

Boosting

Le boosting désigne toute méthode d’ensemble capable de combiner plusieurs
classifieurs faibles en un classifieur de plus en plus fort. L’idée générale de la plupart
des méthodes de boosting est de former des classifieurs de manière séquentielle,
chacun essayant de corriger son prédécesseur. Il existe de nombreuses méthodes
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de boosting, et une des plus populaires s’appelle AdaBoost, pour Adaptive Boosting
[FREUND et SCHAPIRE, 1997].

La technique utilisée par AdaBoost est la suivante : pour qu’un nouveau classifieur
corrige ses prédécesseurs, il fait plus attention aux données d’apprentissage qui
viennent d’être mal prédites. Ainsi, on se concentre petit à petit sur les cas difficiles.

Plus précisément, quand on entraîne un classifieur AdaBoost, l’algorithme entraîne
d’abord un classifieur simple (comme à nouveau un arbre de décision) et l’utilise pour
faire des prédictions sur la base d’apprentissage. L’algorithme augmente ensuite
le poids des instances mal classées. Puis, il entraîne un deuxième classifieur, en
utilisant les poids mis à jour, et fait à nouveau des prédictions sur la base, actualise
les poids et ainsi de suite.

Fig. 2.8. : Illustration d’AdaBoost [GÉRON, 2019]

Une autre méthode de boosting populaire est le Gradient Boosting [FRIEDMAN,
2001]. L’algorithme utilise la descente de gradient pour minimiser les erreurs à
chaque étape. Il ajuste les nouveaux modèles en fonction du gradient des erreurs
par rapport aux prédictions du modèle combiné. Une implémentation optimisée
du Gradient Boosting est disponible dans la bibliothèque XGBoost, pour "Extreme
Gradient Boosting". Cette bibliothèque se veut extrêmement rapide, adaptable et
efficace [CHEN et GUESTRIN, 2016].

Les méthodes d’ensembles prouvent leur efficacité, car elles permettent d’améliorer
les résultats et la robustesse, et même pour certaines réduire le biais des classifieurs.
Il y a toutefois peu de résultats théoriques sur ces méthodes et les conclusions
expérimentales sont parfois contradictoires [HASTIE et al., 2009d].
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2.2.4 Réseaux de neurones

Les premières méthodes de classification que nous avons décrites fournissent un
modèle simple de calcul de la classe, soit en termes de nombre de paramètres, soit en
termes de structure. Les méthodes d’ensembles quant à elles agrègent un ensemble
de ce type de classifieur. Il existe une troisième catégorie de classifieurs que nous
devons évoquer dans ce chapitre : les réseaux de neurones. Ils se caractérisent par
une structure dense et un nombre de paramètres généralement importants. Même si
leur capacité de prédiction est a priori reconnue, le manque d’explicabilité (boite
noire) est dans notre cadre un inconvénient important.

Un réseau de neurones est un modèle inspiré des neurones biologiques. Un neu-
rone formel modélise le neurone biologique comme une fonction qui se décompose
en une première étape d’agrégation linéaire de ses entrées, suivi d’un opérateur
non linéaire (la sigmoïde), censé représenter les phénomènes de saturations électro-
chimique du neurone [HASTIE et al., 2009b].

x1

x2

xn

.

.
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w0w1

w2
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Fig. 2.9. : Modèle d’un neurone formel.

La fonction de classification de réseau de neurones est alors :

fRN pxq “ σp

n
ÿ

i“0
wixiq

Tout comme la régression logistique, un neurone formel propose une classification
binaire et linéairement séparable dont la frontière a pour équation :

n
ÿ

i“0
wixi “ 0

Toutefois, contrairement aux classificateurs de régression logistique, les perceptrons
n’émettent pas de probabilité de classe ; ils effectuent plutôt des prédictions basées
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sur un seuil strict.

À la façon d’un modèle d’ensemble hiérarchique, le perceptron multi-couche
(MLP pour multi-layer perceptron) organise un grand nombre de neurones (donc
de classifieurs binaires), soit en parallèle (à l’intérieur d’une couche), soit en série
(entre les différentes couches). Un perceptron multi-couche est donc composé d’une
couche d’entrée (traversante), d’une ou plusieurs couches appelées couches cachées,
et d’une dernière couche appelée couche de sortie.

Les couches supérieures opèrent donc des classifications de résultats de classifi-
cations précédentes, ce qui fournit au MLP des outils de manipulation de concepts
et d’abstraction de plus haut niveau. L’apprentissage d’un tel modèle est complexe,
basé principalement sur la rétropropagation d’erreur à travers les différentes couches
du réseau, converge lentement et nécessite une grande quantité de données supervi-
sées.

Toutefois, les réseaux de neurones sont polyvalents, puissants et évolutifs, ce qui
les rend idéaux pour s’attaquer à des tâches d’apprentissage automatique vastes et
très complexes, telles que la classification de très grande base d’images.

Fig. 2.10. : Illustration d’un perceptron multi-couche [GÉRON, 2019]

Enfin, un deep neural network est une extension des réseaux de neurones dans
laquelle on spécialise certaines couches de neurones, on augmente le nombre de
couches et on augmente considérablement la taille des bases de données. C’est le
cadre du deep learning, ou apprentissage profond.

Ces explications pourraient être bien plus développées, et il existe des modèles
que nous n’avons même pas évoqués, tel que les machines à vecteurs de support
(SVM), mais nous justifierons plus tard ce choix.
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2.3 Validation des modèles

Dans la section précédente, nous avons listé un ensemble de méthodes de classifica-
tion qui ont toutes la capacité de mener à bien la tâche de prédiction. Toutefois, elles
reposent chacune sur leur hypothèse propre, ont des cadres d’utilisations spécifiques
et fonctionnent de manières très différentes en fonction des données d’apprentis-
sage. Il devient alors essentiel de pouvoir évaluer et comparer les résultats de ces
méthodes, autant pour les améliorer, que pour les discriminer ou les sélectionner.

La qualité d’un modèle dépend de la qualité de sa prédiction. Il est donc très
important de valider le modèle avant son utilisation. L’option la plus commune est
de séparer son jeu de donnée originel en deux jeux : un pour l’apprentissage et un
pour la validation. On teste notre modèle sur le jeu de données qui n’a pas servi à
l’apprentissage et cela permet d’éviter l’écueil du surapprentissage et donne une idée
de son pouvoir prédictif sur des nouvelles données.

Le surapprentissage (ou overfitting en anglais) est un phénomène courant en
classification, qui se produit lorsqu’un modèle est trop complexe et qu’il a été
entraîné de manière trop précise sur les données d’entraînement, ce qui réduit sa
capacité à généraliser à de nouvelles données.

2.3.1 Scores pour classifieur binaire

Les scores d’évaluation de modèles de classification permettent une quantification
de la performance du modèle. Il existe de nombreux scores différents qui sont plus
ou moins adaptés à chaque usage.

Matrices de confusion

La matrice de confusion est l’outil essentiel pour la construction de ces scores. Elle
compte les prédictions correctes et incorrectes du modèle en séparant par classe. Sa
taille dépend du nombre de classes du modèle.

Dans le cadre d’un classifieur binaire, la matrice de confusion se compose de :

• Vrais négatifs : le nombre de cas négatifs qui sont correctement classés en tant
que négatif par le modèle.

• Faux négatifs : le nombre de cas positifs qui sont incorrectement classés en
tant que négatif par le modèle.
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• Faux positifs : le nombre de cas négatifs qui sont incorrectement classés en
tant que positif par le modèle.

• Vrais positifs : le nombre de cas positifs qui sont correctement classés en tant
que positif par le modèle.

Classe réelle : 0 Classe réelle : 1

Classe Prédite : 0 Vrais Négatifs (VN) Faux Négatifs (FN)

Classe Prédite : 1 Faux Positifs (FP ) Vrais Positifs (VP )
Tab. 2.1. : Matrice de confusion d’un classifieur binaire

Tous les scores décrits ensuite se basent sur cette matrice de confusion dans le
cas binaire. En effet, dans le cas du multi-classe, la matrice de confusion est plus
difficile à synthétiser.

Métriques d’évaluation

Le score le plus utilisé pour évaluer un classifieur binaire est l’accuracy. Pour éviter
toute confusion, nous utiliserons son terme anglais, car bien que traduisible par
"exactitude", il est peu employé et parfois confondu avec précision. Elle mesure le
taux de "bonnes réponses" soit :

Accuracy “
VP ` VN

VP ` VN ` FP ` FN

Un score proche de 1 indique que le modèle a une grande proportion de prédictions
correctes. C’est un score simple qui peut être trompeur dans le cas de modèles
avec des classes déséquilibrés. En effet, si la classe cible est peu représentée, le
modèle pourra avoir une très bonne accuracy en ne prédisant quasiment jamais cette
classe.

La précision ou valeur prédictive positive (VPP) est la proportion de vrais positifs
parmi les cas prédits comme positifs par le modèle. Une précision faible indique
donc que le modèle crée trop de faux positifs, et donc "surestime" cette classe.

Précision “ VPP “
VP

VP ` FP

Le rappel ou sensibilité ou taux de vrais positifs (TPR) mesure la proportion de
cas positifs qui sont correctement identifiés par le modèle. Un rappel faible indique
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alors que le modèle "sous-estime" la classe positive.

Rappel “ Sensibilité “ TPR “
VP

VP ` FN

Il existe généralement un compromis entre précision et rappel qu’on essayera de
synthétiser dans des scores plus sophistiqués par la suite.

La spécificité est la propension d’être bien classé négativement sur l’ensemble des
cas négatifs.

Spécificité “
VN

VN ` FP

La valeur prédictive négative (VPN) indique la probabilité qu’un résultat négatif
corresponde réellement à un cas négatif :

VPN “
VN

VN ` FN

Spécificité et VPN sont respectivement les "rappel" et "précision" pour la classe
négative.

On peut de la même façon définir le taux de faux positifs (FPR) :

FPR “
FP

FP ` VN
“ 1 ´ Spécificité

Les scores, vus précédemment, basés sur les composantes de la matrice de confu-
sion binaire, apportent chacun une information complémentaire sur le comportement
du classifieur. Ainsi, améliorer un classifieur peut revenir à arbitrer une augmenta-
tion de la précision ou une augmentation du rappel. Ce compromis entre précision
et rappel peut être explicité sous la forme d’une métrique appeler F-score.

Définition 2.3.1 (F-score)

Le F-score est une métrique qui combine précision et rappel pour une évaluation
plus complète du modèle.

F-score “ 2 ˆ
Précision ˆ Rappel
Précision ` Rappel

Il s’agit de la moyenne harmonique des scores de précision et de rappel. Un F-score
élevé indique donc que le modèle a à la fois une bonne précision et un bon rappel.

2.3 Validation des modèles 55



0.0 0.2 0.4 0.6 0.8 1.0
Rappel

0.0

0.2

0.4

0.6

0.8

1.0

Pr
éc

isi
on

Idéal

F-score=0.1

F-score=0.3

F-score=0.5

F-score=0.6

F-score=0.7

F-score=0.8

F-score=0.9

Fig. 2.11. : Courbe Précision-Rappel avec lignes iso F-scores.

Le F-score se généralise avec le F-beta score :

Définition 2.3.2 (F-beta score)

Fβscore “ p1 ` β2q ˆ
Précision ˆ Rappel

β2 ˆ Précision ` Rappel

Le F-beta score est une métrique qui permet de pondérer l’importance de la
précision ou du rappel grâce au paramètre β. Le F-score est un cas particulier du
F-beta score lorsque β “ 1, c’est pourquoi on le nomme parfois F1-score. Pour β ă 1,
le score donne plus d’importance à la précision et pour β ą 1, au rappel. Dans un
contexte médical de prévention et diagnostic, il peut être intéressant de donner plus
de poids au rappel pour minimiser le risque de non-diagnostic d’un patient malade,
une discussion sur la valeur de β peut alors tout à fait être pertinente.
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Fig. 2.12. : Courbe Précision-Rappel avec lignes iso F-beta scores avec β “ 0.7 à gauche et
β “ 2 à droite
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2.3.2 Courbes ROC et Précision-Rappel

Un classifieur probabiliste propose donc une valeur de probabilité d’appartenir à
la classe positive pour chaque élément de la base de validation. Plutôt que d’utiliser
le MAP, il prédit une classe pour chaque élément grâce à un seuil sur cette valeur
de probabilité. C’est de la confrontation de cette valeur de cette prédiction et de la
classe indiquée dans la base qu’émerge l’ensemble des critères ci-dessus. Pour des
raisons de robustesse du modèle ou pour essayer de s’abstraire du choix arbitraire
du seuil, des outils existent qui permettent d’évaluer un classifieur probabiliste
uniquement à partir de la liste des probabilités prédites. Ce sont les courbes ROC
(Receiver Operating Characteristic) [EGAN, 1975] et PR (Précision-Rappel) [DAVIS et
GOADRICH, 2006].

Les deux courbes partent du même principe : si on trie l’ensemble des éléments de
la base par probabilité prédite croissante dans une liste L, tout classifieur probabiliste
consistera à séparer cette liste en deux parties pL0, L1q et à affecter la classe négative
à la première partie L0 et la classe positive à la seconde L1. S’il y a N éléments
dans la base, il y a donc N façon de séparer cette liste en deux, correspondant à
N classifieurs différents dont on peut calculer pour chacun TPR, FPR, précision et
rappel.

10 0 00 0 1 0 0 1 1 1 1 1
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x
x

x

x x x
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x x

x
x

x x
Seuil

0

1

x

Prédiction

Prédiction

Classes réelles

1 FN

3 FP

Probabilité

4 VN

6 VP

Fig. 2.13. : Tri des éléments de la base selon leur probabilité dans un cas exemple où la
classe négative est représentée par un carré bleu et la classe positive un triangle
orange.

Dans la figure 2.13, avec cette séparation arbitraire qu’on appellera seuil, on a
alors :

TPR “ Rappel “
6
7 ; FPR “

3
7 et Précision “

6
9 .

En affichant les N points pTPR, FPRq correspondant aux N seuils, on obtient
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la courbe ROC; en affichant les N points pPrécision, Rappelq on obtient la courbe
PR.

La courbe ROC se déploie dans un repère avec en abscisse FPR et en ordonnée
TPR. Elle commence forcément en p0, 0q, qui correspond à une seconde partie vide
de la liste triée. Elle se termine forcément en p1, 1q qui correspond à la première
partie vide de la liste triée. Un point px, yq de la courbe tel que x ă y, impliquerait
qu’il y a plus de faux positifs que de vrais positifs. La courbe ROC est donc au-dessus
de la diagonale principale. Enfin, un classifieur idéal aurait un FPR à 0 et un TPR à
1. Ces deux dernières remarques suggèrent que plus la courbe ROC passe près du
point idéal, plus le classifieur est pertinent. Un critère plus formel pour expliciter
cette propriété est que l’aire sous la courbe ROC soit maximale. On nomme ce critère
AUC pour area under the curve. L’AUC appartient à r0, 1s et représente la probabilité
qu’un élément positif choisi aléatoirement aura une probabilité prédite supérieure
qu’un élément négatif choisi aléatoirement de la même façon. Elle permet donc de
comparer de manière robuste plusieurs classifieurs probabiliste.

La courbe PR se déploie dans un repère avec en abscisse le rappel et en ordonnée
la précision. Lorsque la seconde partie de la liste triée est vide, le rappel est égal à 0
et la précision n’est pas définie, mais conventionnellement fixée à 1. Le classifieur
idéal correspond au point p1, 1q. C’est pourquoi l’AUC est aussi un critère synthétique
pour cette courbe.

Fig. 2.14. : Exemple de courbes ROC et Précision-Rappel [CALLE, 2023].

2.3.3 Choix du seuil d’un classifieur probabiliste binaire

Même si les concepts de ROC et PR d’évaluer une estimation probabiliste sans
expliciter la frontière de décision, le classifieur nécessite de prédire la classe en
sélectionnant un seuil de probabilité qui sépare les éléments classés positivement et
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négativement. On peut remarquer que cette séparation correspond à sélectionner un
des couples pL0, L1q obtenu précédemment. Les courbes ROC et PR peuvent donc
nous aider à sélectionner cette séparation.

En ce qui concerne la courbe ROC, il s’agirait par exemple de sélectionner le
point de la courbe le plus "proche" du point idéal. En ce qui concerne la courbe
PR, on choisira le point qui maximise le critère F-beta. Un avantage de la courbe
PR par rapport à la courbe ROC est donc la prise en compte dans le choix du seuil
du compromis précision/rappel dans le cadre de l’application. Par ailleurs, dans un
contexte de classes déséquilibrées, il sera aussi plus avisé de choisir le seuil de la
courbe Précision-Rappel, car cette courbe prend plus en compte la prévalence des
classes.

Fig. 2.15. : Exemple d’une courbe ROC avec son point optimal en rouge et d’une courbe
précision-rappel avec son point optimal, qui maximise le F-score en bleu. Les
seuils maximisant le F-2 score (0.1857) et le F-0.7 score sont aussi indiqués
(0.5480) en noir. La localisation des mêmes seuils sur l’autre courbe est aussi
représentée.

Le choix du seuil de probabilité qui permet de différencier les classes est un
paramètre important dans les classifieurs probabilistes. En effet, le choix évident du
seuil de probabilité égale à 0.5 correspond à fixer un nombre de faux positifs et de
faux négatifs et donc à fixer tous les critères. Il est nécessaire de pouvoir changer
ce seuil dans le cadre d’une décision sur le compromis précision-rappel. Comme on
peut le voir sur la figure 2.13, le seuil agit comme une frontière de décision qui peut
avoir beaucoup d’impact.
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2.4 Gestion des données manquantes

L’imputation des valeurs manquantes est une étape cruciale dans le processus de
prétraitement des données, en particulier lorsqu’il s’agit de données du monde "réel"
où les informations peuvent être incomplètes. Les valeurs manquantes peuvent nuire
aux performances des modèles d’apprentissage automatique, car de nombreux algo-
rithmes ne peuvent pas fonctionner directement en leur présence. Par conséquent,
des méthodes d’imputation sont appliquées pour estimer ou compléter les valeurs
manquantes dans l’ensemble de données.

On distingue plusieurs types de données incomplètes [MACK et al., 2018] :

‚ MCAR (Missing Completely At Random) : ici, les données sont manquantes
complétement aléatoirement, le fait que des valeurs soient manquantes est com-
plètement indépendant des données observées et non observées. Par exemple,
des relevés de laboratoires qui manquent à cause d’un problème technique
exceptionnel. Il n’y a pas de différences systémiques entre les personnes avec
ces variables présentes ou absentes.

‚ MAR (Missing At Random) : quand des données sont manquantes aléatoire-
ment, le fait que les données soient manquantes est relié à des variables
observées, et pas à des variables non observées. Par exemple, si dans une étude
médicale, un questionnaire doit être rempli par le patient en ligne, le fait que
la valeur soit manquante peut être lié à son âge. Ainsi, si la probabilité de
complétion est liée à l’age, qui est une variable observée et non pas à la cible
de l’étude, on considère les données comme MAR.

‚ NMAR (Not Missing At Random) : des données ne sont pas manquantes aléa-
toirement si le fait qu’elles manquent sont liées à une donnée non observée. Par
exemple, des personnes en bonne santé générale sont moins susceptibles de se
faire peser lors d’une consultation médicale ou en tout cas moins régulièrement
qu’une personne en surpoids ou en sous-poids. Si une étude sur les poids est
effectuée ici, les valeurs manquantes seront liées à un facteur qui n’est a priori
pas mesuré dans l’étude.

Si les valeurs manquantes sont largement minoritaires, la suppression des lignes
de la base dans lesquelles il y a des valeurs manquantes pourrait être envisagée,
mais elle implique d’être sûre que ces variables sont manquantes complètement
aléatoirement. Cette hypothèse est rarement facile à démontrer et on prend alors le
risque d’introduire des biais dans la prédiction.

Dans un cas plus général, voici quelques méthodes courantes [ACUÑA et RODRIGUEZ,
2004] d’imputation des valeurs manquantes :

60 Chapitre 2 Classification



‚ Imputation de la moyenne ou de la médiane : Remplacer les valeurs man-
quantes par la moyenne, la médiane ou le mode des valeurs observées (non
manquantes) dans la variable concernée. Cette méthode est simple et sou-
vent utilisée lorsque les valeurs manquantes sont supposées être totalement
aléatoires.

‚ Forward fill : Remplir les valeurs manquantes avec la valeur observée la plus
récente (ou ultérieure). Cette méthode est souvent utilisée dans les données
de séries chronologiques où les valeurs manquantes sont supposées suivre la
dernière valeur observée.

‚ Imputation par k plus proches voisins (KNN) : Estimer les valeurs man-
quantes en prenant en compte les valeurs des k plus proches voisins dans
l’ensemble de données. Cette méthode est utile lorsqu’il existe une structure
locale dans les données. Cette méthode a d’abord été utilisée pour l’estimation
des puces à ADN (DNA microarrays) avec la proposition des k plus proches
voisins pondérés par la distance euclidienne [TROYANSKAYA et al., 2001].

‚ Imputation à l’aide de modèles d’apprentissage automatique : Former
un modèle d’apprentissage automatique pour prédire les valeurs manquantes
sur la base des autres caractéristiques de l’ensemble de données. Il peut s’agir
de méthodes telles que les arbres de décision, les forêts aléatoires ou même des
modèles plus complexes tels que le gradient boosting ou les réseaux neuronaux.
Dans ce cadre, on peut aussi utiliser la méthode EM décrite précédemment
dans l’algorithme 1.4.1.

‚ Indicateurs d’absence : Créer des variables indicatrices binaires pour indiquer
si une valeur est manquante ou non. De cette façon, le modèle d’absence est
préservé et les valeurs manquantes peuvent être traitées comme une catégorie
distincte au cours de l’analyse.

Le choix de la méthode d’imputation dépend de la nature des données, de la
raison de l’absence de données et des hypothèses sur le mécanisme des données
manquantes. Il est souvent utile d’évaluer l’impact des différentes méthodes d’im-
putation sur les performances du modèle d’apprentissage automatique en aval. En
outre, il convient de veiller à ne pas introduire de biais au cours du processus
d’imputation.

[ACUÑA et RODRIGUEZ, 2004] ont étudié l’effet de quatre méthodes de traitement
des valeurs manquantes. Ces méthodes comprennent la suppression des cas man-
quants et trois méthodes d’imputation : l’imputation par la moyenne, l’imputation
par la médiane et l’imputation par KNN. Leurs résultats montrent que l’imputation
n’a pas d’effet significatif sur la précision de la classification, ce qui correspond aux
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résultats relativement plus anciens de [DIXON, 1979]. Il faut cependant noter que la
comparaison s’est arrêtée sur des méthodes relativement simples.

Une étude similaire a été faite par [BATISTA et MONARD, 2003]. Les résultats
montrent ici que l’imputation par KNN permet d’obtenir une bonne précision, mais
uniquement lorsque les variables ne sont pas fortement corrélées entre elles.

Il est à noter que c’est un domaine avec peu de bases théoriques, il est difficile de
savoir ce qu’on optimise lorsqu’on impute les valeurs manquantes, ce qui permet de
proposer beaucoup de méthodes différentes, généralement mal généralisable.

2.5 Méthodes de discrétisation

Dans le chapitre précédent, nous avons commencé à aborder la discrétisation
en 1.1.2. En pratique, dans une base de données, une variable est représentée par
l’ensemble des valeurs qu’elle prend dans la base et ne peut pas être réellement
continue. Mais, si l’ensemble de ces valeurs est un ensemble de "grande taille" de
nombres réels, alors on considère que cette variable est continue. Un ensemble
de "grande taille" correspond à un ensemble dont la taille est du même ordre de
grandeur que celle de la base. Dans le cas où l’ensemble de ces valeurs serait de
petite taille, on considère que la variable est discrète.

Si la variable est continue, il est possible de la paramétrer en l’assimilant, par
exemple, à une loi normale. Mais, contrairement à ce qui est communément admis,
limiter l’ensemble des distributions continues aux distributions paramétriques est
souvent extrêmement réducteur et biaise nécessairement les traitements ultérieurs.
Cette proposition est d’autant plus vraie pour les classifieurs model-based comme
les réseaux bayésiens et plus généralement la plupart des méthodes explicables.
En ce sens, décider d’un modèle paramétrique particulier pour une distribution
continue est un acte aussi arbitraire que de discrétiser en décidant l’ensemble des
valeurs que prend effectivement la variable. Ainsi, comme dit précédemment en
1.2.2, dans le cadre de ce travail, nous nous intéresserons exclusivement à des
modèles discrétisés.

La discrétisation est donc le processus de conversion de données continues en
données discrètes. Elle consiste principalement à décider d’intervalles de valeurs
pour les données continues et à transformer la variable en remplaçant dans la
base chaque valeur de la variable par l’intervalle qui la contient. Le processus de
discrétisation se caractérise donc par la méthode d’identification de ces intervalles.
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Voici quelques méthodes courantes de discrétisation des données automatiques
[GARCIA et al., 2013] :

‚ Discrétisation à intervalle égale : cette méthode consiste à diviser la plage
de valeurs continues en intervalles de largeur égale. Il s’agit d’une méthode
simple, mais qui est a priori et donc qui ne s’adapte pas aux données.

‚ Discrétisation à quantile égal : dans cette approche, les intervalles sont choi-
sis de telle sorte que la proportion du nombre de cas dans l’intervalle soit la
même. Les intervalles peuvent donc avoir des tailles très variées en fonction
de leur densité. C’est une méthode simple qui minimise l’arbitraire, car il suffit
de choisir le nombre de classes et qui prend en compte la distribution des
données de la base d’apprentissage.

‚ Discrétisation basée sur le clustering : des techniques telles que le regrou-
pement par k-means [MACQUEEN, 1967] peuvent être appliquées pour regrou-
per les valeurs similaires. Les clusters deviennent alors les valeurs discrètes.
Cette méthode s’adapte plus étroitement à la distribution des données que la
discrétisation à largeur ou à fréquence égales.

‚ Discrétisation basée sur l’entropie : l’entropie mesure l’incertitude ou le
désordre dans un ensemble de valeurs. La discrétisation s’effectue en trouvant
les points de séparation qui minimisent l’entropie. Par exemple, l’algorithme
MDLP [FAYYAD et IRANI, 1993].

‚ Discrétisation basée sur la fréquence : pour le cas des variables catégo-
rielles, dont l’ensemble de valeurs est de "grande taille", il existe des méthodes
de discrétisation particulières comme celle-ci. Elle consiste à regrouper, dans
une même classe, les valeurs catégorielles de même fréquence. Cette méthode
consiste à discrétiser les données en fonction de la fréquence des valeurs. Par
exemple, créer des catégories pour les valeurs courantes, rares et aberrantes.
Cette méthode peut s’avérer utile par exemple lorsque les catégories ont perdu
leur sens (codification, anonymisation, etc.). La variable discrétisée n’est alors
que la représentation d’une information très partielle de la variable initiale.

Enfin, la connaissance du domaine peut être utilisée pour définir manuellement
des intervalles basés sur les caractéristiques spécifiques des données. C’est ce qu’on
appelle la discrétisation experte. Cette approche est certainement la plus pertinente,
mais demande une connaissance experte qu’il est souvent difficile de collecter.

De même que pour les valeurs manquantes, le critère à optimiser lors de la
discrétisation n’est pas facile à spécifier. Il en découle aussi un grand nombre de
méthodes originales, comme les arbres de décision ou les méthodes basées sur

2.5 Méthodes de discrétisation 63



Fig. 2.16. : Comparaison de différentes méthodes de discrétisation sur une mixture de deux
gaussiennes.

l’entropie qui sont souvent des approches intéressantes, mais dont il est difficile
de cerner les cas d’utilisations ou même de tracer leurs utilisations en dehors des
articles qui les proposent.

Le choix d’une méthode de discrétisation est principalement empirique, mais il
est bien évidemment essentiel de prendre en compte la nature des données, les
exigences de la tâche de modélisation et les caractéristiques des algorithmes utilisés.
En pratique, il est souvent judicieux d’expérimenter différentes méthodes et d’évaluer
leur impact sur les performances des tâches en aval [GARCIA et al., 2013].

2.6 Interprétation des modèles

Les récents progrès des classifieurs permettent de les utiliser pour des problèmes
de plus en plus complexes, de plus en plus sensibles, et il n’est pas rare de voir
des processus de décision complètement automatiques basés sur ces classifications.
Que ce soit dans le processus de prise de décision ou de l’aide à la décision, outre
les performances des classifieurs, la capacité du modèle à expliquer cette décision
apparaît donc de plus en plus important. XAI est le nom de domaine qui s’intéresse
à cette interprétabilité ou explicabilité des modèles de décision.

2.6.1 Boite noire, boite blanche

Une nouvelle catégorisation des modèles en découle : on distinguera les modèles
dont les paramètres appris permettent un certain accès au processus de la décision,
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Fig. 2.17. : Classification des méthodes de classifications [DAM et al., 2018]

ce sont les modèles dit "boites blanches" et les modèles dont les paramètres en trop
grand nombre ou trop diffus rendent opaque ce processus de décision (les "boites
noires").

La figure 2.17 illustre, de manière simplifiée, une distribution des modèles en
fonction de la pouvoir prédictif et de leur explicabilité. On remarque que les réseaux
de neurones sont efficaces, mais très opaques, comme expliqué précédemment.
Les régressions logistiques et les arbres de décision sont eux explicables, mais
généralement moins exacts. Les modèles graphiques, dont les réseaux bayésiens,
apparaissent comme un meilleur compromis entre les deux critères.

Toutefois, il est à noter que la représentation schématique de la figure 2.17 insiste
sur une idée préconçue du compromis à trouver entre accuracy et explicabilité :
même si les boites noires ont en effet généralement un meilleur pouvoir prédictif
que les boites blanches, la disposition linéaire proposée nous semble très biaisée. Par
exemple, d’après nos expériences, le pouvoir de prédiction des réseaux de neurones
ne les placent pas si haut, au-dessus des Random Forest ou XGBoost. De même, pour
les réseaux bayésiens, le fort gain en explicabilité tel que nous l’avons décrit dans le
chapitre précédent en section 1.3 ne s’obtient pas contre une aussi grande perte de
pouvoir prédictif.

Nous proposons donc une version amendée de ce schéma plus proche de nos
expériences.

2.6 Interprétation des modèles 65



A
cc

ur
ac

y

Explainability

Graphical Models

Ensemble Methods
Support Vector Machine

Neural Networks

Decision trees

Regression Algorithms

Classification Rules

Fig. 2.18. : Classification des méthodes de classifications d’après nous.

2.6.2 Outils d’interprétations Post-Hoc

Il existe de nombreuses méthodes qui essayent de fournir des explications sur les
modèles après sa conception et qui peuvent être appliquées à toutes les méthodes
de classification.

Fig. 2.19. : Taxinomie de l’XAI [RASHEED et al., 2022]

Une technique de XAI largement utilisée est dérivée de la théorie des jeux : les
valeurs de Shapley [SHAPLEY, 1953]. C’est à l’origine une méthode pour répartir
les valeurs de jeux entre un ensemble de joueurs dans un jeu de coalition. Dans
le cadre du machine learning, en interprétant la fonction de classification comme
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une fonction de valeur de jeu, les valeurs de Shapley permettent d’évaluer la contri-
bution de chacune des variables à la valeur de prédiction pour chaque ligne de la
base fournissant donc une interprétabilité locale expliquant l’importance de chaque
variable dans la prise de décision pour ce cas précis. En calculant leur espérance sur
la base complète, on obtient les contributions moyennes de chacune des variables,
permettant de les ranger par ordre d’importance, ce qui fournit aussi une interpré-
tabilité globale de l’importance de chaque variable. Il est toutefois à noter que ces
calculs sont computationnellement intenses. L’une des méthodes pour diminuer le
temps de calcul est de calculer l’espérance sur des petites bases extraites de la base
de validation, ce qui pose des problèmes de robustesse.

L’explication fournie par les valeurs de Shapley constitue une excellente base
pour comprendre le comportement d’un modèle prédictif. Ces valeurs offrent une
explication indépendante du modèle, étayée par des fondements mathématiques
solides. Cependant, il est important de souligner que dans un cadre causal, les
valeurs de Shapley peuvent potentiellement conduire à des explications erronées,
comme présenté dans [HADJ ALI et al., 2023], si des variables explicatives sont
possiblement des conséquences de la classe.

Cette thèse s’appuie donc sur les réseaux bayésiens comme outil de classification.
Afin de pouvoir justifier de ce choix, outre la classification probabiliste comme
classifieur de réseaux bayésiens, ce chapitre présente aussi d’autres méthodes de
classification, ainsi que les méthodes principales d’évaluation, et se termine sur
des considérations sur l’interprétabilité des classifieurs. Cette présentation fournit
donc une première justification théorique : les réseaux bayésiens offrent un bon
compromis entre la qualité de la prédiction proposée et la qualité de l’explication de
cette prédiction.
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Nous avons vu précédemment comment utiliser des données pour créer des
modèles de classification, nous allons maintenant essayer de présenter plus concrè-
tement leurs utilisations dans le domaine qui nous intéresse particulièrement : la
santé. Après quelques réflexions sur le contexte général, ce chapitre s’applique à pré-
senter les problématiques actuelles dans le domaine de l’apprentissage automatique
appliqué à la médecine. Nous nous concentrons ensuite sur l’utilisation du machine
learning dans le domaine de la gériatrie puis sur l’application des réseaux bayésiens
dans le domaine médical.

3.1 Contexte général

Dès les débuts du développement de l’intelligence artificielle au XXème siècle,
le domaine de la santé a été l’objet de travaux significatifs. Une des premières
applications pratiques est le projet MYCIN [BUCHANAN et E. SHORTLIFFE, 1984],
développé dans les années 1960-1970 et permettant d’identifier à l’aide d’un système
expert les bactéries à l’origine de graves infections pour proposer des traitements
adaptés. La structure modulaire du système s’avéra pratique et mènera même au
développement de modèles graphiques tels que les réseaux bayésiens [HECKERMAN

et E. H. SHORTLIFFE, 1992].

L’accroissement général du volume disponible de données de santé et le dévelop-
pement rapide de méthodes de machine learning ont rendu possibles de nombreuses
récentes applications de l’intelligence artificielle dans le domaine de la santé.

Fig. 3.1. : Les algorithmes de machine learning utilisés dans la littérature médicale. Les
données sont générées par une recherche sur les algorithmes de machine learning
dans la santé sur PubMed [F. JIANG et al., 2017].

Le machine learning peut être appliqué à divers types de données médicales,
qu’elles soient structurées ou non structurées. Les techniques apparemment popu-
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laires de méthodes d’apprentissage automatique pour les données structurées (en
figure 3.1), sont les machines à vecteurs de support et les réseaux neuronaux, des
méthodes donc dites "boites noires". Les réseaux bayésiens n’apparaissent explici-
tement ici que sous sa forme la plus simple : le Naïve Bayes. Pour les données non
structurées, le traitement du langage naturel est très utilisé. Les domaines majeurs
des maladies qui utilisent des outils d’IA comprennent le cancer, la neurologie et la
cardiologie [F. JIANG et al., 2017].

Il existe différents domaines d’application en médecine que l’on résume générale-
ment de cette façon :

‚ Diagnostic médical : diagnostic de diverses pathologies

‚ Pronostic et traitement : prédire l’apparition ou l’évolution des maladies et
guider les choix thérapeutiques.

‚ Imagerie médicale : approfondissement des techniques de traitement d’images
et de vision par ordinateur pour aider à l’analyse de ces images.

‚ Bioinformatique et génomique : l’analyse de données génomiques et la dé-
couverte de médicaments.

C’est principalement le deuxième point qui nous intéresse ici et plus particulière-
ment le pronostic. En effet, l’implémentation globalisée des dossiers électroniques
médicaux (DME) dans les dernières décennies a augmenté drastiquement la dispo-
nibilité des données de patients [ADLER-MILSTEIN et al., 2017]. Dans ce contexte,
un modèle pronostic est donc un modèle de prédiction multivariable utilisant les
données du DME pour estimer la probabilité qu’un patient ait un résultat clinique
particulier au cours d’une certaine période à venir.

Fig. 3.2. : Tendance dans les méthodes de machine learning utilisées pour le développement
de modèles de prédiction clinique [YANG et al., 2022].

Une revue de littérature de 2022, incluant tous les articles décrivant le développe-
ment d’un ou plusieurs modèles pronostics, nous montre en figure 3.2 qu’effective-
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ment, ils sont de plus en plus populaires. On remarque que la méthode largement
majoritaire est la simple régression, même si elle est proportionnellement de moins
en moins utilisée. Les méthodes de plus en plus présentes sont les méthodes en-
semblistes et les réseaux de neurones malgré leur faible explicabilité. Les réseaux
bayésiens, eux, représentent un faible pourcentage qui ne semble pas évoluer.

3.2 Défis et limitations

Pourtant, malgré un intérêt global pour les applications en santé depuis de nom-
breuses années, les modèles de machine learning finalement réellement utilisés
restent rares. Bien que de nombreuses craintes aient d’abord émergé sur le rempla-
cement des docteurs par des ordinateurs, il est désormais bien admis : l’intelligence
artificielle est là uniquement pour aider le soignant, et pas le détrôner. Mais, comme
le montre la figure 3.3, la plupart des modèles ne dépassent pas le stade de la
validation interne et ne sont donc finalement pas implémentés en usage clinique.

Fig. 3.3. : Tendance dans le type de validation utilisée pour le développement de modèles
de prédiction clinique [YANG et al., 2022].

Pour justifier cette faiblesse, les défis dans la construction de modèles prédictifs
pour la médecine souvent évoqués sont : les valeurs manquantes, l’équité ("fairness")
et la définition claire de l’objectif. Nous verrons ici des pistes d’explications.

3.2.1 Données insuffisantes

"The biggest obstacle to using advanced data analysis isn’t skill base or technology ;
it’s plain old access to the data." - Edd Wilder-James, Harvard Business Review (2016)
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Il existe un problème majeur de disponibilité et de qualité des données médicales.
Les enjeux d’anonymisation et de protection de la vie privée sont évidemment
essentiels, mais de nombreux entrepôts de données de santé émergent actuellement
en respectant ces problématiques. En France, notamment, il existe aujourd’hui 22
entrepôts de données de santé hospitaliers dont 17 qui proviennent de CHU et 5
d’autres établissements hospitaliers [DOUTRELIGNE et al., 2023].

Pour la qualité des données, le premier problème est les valeurs manquantes. Les
données incomplètes peuvent être dues à de nombreuses causes, notamment à des
limitations de coût en ce qui concerne l’équipement, un manque de temps ou de
formation du personnel soignant censé remplir les données ou à une évaluation
inadéquate des facteurs liés au patient. Les données médicales souffrent aussi
beaucoup de la diversité des pratiques et des terminologies entre professionnels et
entre pays. Différents pays, ou même des hôpitaux au sein d’un même pays, stockent
les données en utilisant des normes de classification différentes, ce qui complique
l’intégration et l’agrégation des ensembles de données sur les patients. C’est ainsi que
même une base de données avec un très grand nombre de variables bien renseignées
ne suffit pas si le nombre de patients est faible ou s’ils sont non représentatifs.

Un exemple médiatisé de données non représentatives qui a eu un impact sur la
qualité du modèle est le cas du système Watson d’IBM pour l’oncologie, qui a été
formé sur des données de patients avec un très grand nombre de variables pour faire
des recommandations de traitement pour huit types de cancer différents. Watson
a été formé sur de petits ensembles de données comprenant 106 cas de cancers
de l’ovaire et 635 cas de cancers du poumon et s’est appuyé sur des données et
des recommandations de traitement provenant d’un seul centre [SANDERS et al.,
2019]. Lorsque le système a été utilisé ailleurs, les oncologues signalaient souvent
des taux de concordance faibles entre leurs propres recommandations et celles de
Watson. Bien que les recommandations que Watson ait assimilées des oncologues
du Memorial Sloane Kettering Cancer Center puissent généralement profiter aux
New-Yorkais aisés fréquentant cet hôpital, elles pourraient s’avérer inadéquates
pour des patients présentant des complexités cliniques différentes [HARISH et al.,
2021].

Il n’y a actuellement pas de preuve concluante que le machine learning est plus
performant que la modélisation statistique pour la prédiction de risque médical.
Mais la plupart des modèles de prédiction des risques utilisent des données d’entrée
structurées avec un nombre relativement faible de variables. Il en ira différemment
pour les modèles de prédiction des risques qui utiliseront des données d’entrée
complexes (par exemple, des textes, des images, des données omiques). La qualité
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des données des études de machine learning doit donc être améliorée pour prouver
son intérêt [CHRISTODOULOU et al., 2019].

3.2.2 Éthique, explication et confidentialité

Il existe de nombreux exemples d’algorithmes de machine learning qui ont montré
des biais discriminatoires dans leur prise de décision. Aux États-Unis, des recherches
ont ainsi mis en évidence que les populations afro-américaines étaient plus pénalisées
par les décisions de justice [ANGWIN et al., 2016]. Ces mêmes populations sont aussi
plus discriminées sur des plateformes en ligne de locations d’appartement [EDELMAN

et al., 2017]. Ou encore, des publicités ciblées en ligne sur des offres d’emploi dans
les domaines des sciences, de la technologie, de l’ingénierie et des mathématiques
seraient moins fréquemment proposées aux femmes qu’aux hommes [LAMBRECHT

et TUCKER, 2018]. Cela provient généralement d’un jeu de données lacunaire et de
l’utilisation d’un modèle black box [CARUANA, 2019].

L’augmentation de la complexité des modèles d’IA, tels que les réseaux neuronaux
convolutionnels (CNN) et les architectures d’apprentissage profond, a suscité des
inquiétudes concernant leur interprétabilité et leur explicabilité. À mesure que les
systèmes d’IA deviennent essentiels aux processus de prise de décision critiques, il
devient essentiel de comprendre et de faire confiance au raisonnement derrière leurs
résultats. En effet, le manque d’interprétabilité dans la prise de décision basée sur
l’IA soulève des préoccupations en matière de confiance et de responsabilité. Il s’agit
alors de se concentrer sur des approches visant à renforcer la confiance, améliorer la
sécurité des patients et fournir des informations exploitables aux professionnels de
la santé [VEERAPPA et RINZIVILLO, 2023].

Mais, ces données sont évidemment sensibles et confidentielles. Il faut donc
trouver un équilibre entre la transparence de l’algorithme et la protection des
personnes dont les données ont servi à créer le modèle.

Pour maximiser l’inclusivité et minimiser les préjugés, il faut tenir compte des
diverses préoccupations et risques en matière de protection de la vie privée : veiller à
ce que les données utilisées dans les systèmes d’IA représentent diverses populations
(ethnies, sexes, milieux socio-économiques et conditions de santé). Mais, à moins
d’avoir accès à un immense jeu de données, cela nécessite de prendre en compte
les préoccupations particulières des différents groupes et penser que les groupes
minoritaires présentent généralement des risques plus élevés en matière de protec-
tion de la vie privée, ce qui entraîne des disparités et peut nécessiter des stratégies
spécifiques de gestion des risques.
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La collecte de données pour une IA éthique semble pourtant possible. D’après
[HOLZINGER, 2021], les principes importants sont la confiance qui est une évaluation
subjective, mais qui inclue la sécurité, la fiabilité, l’intégrité, la prévisibilité, la fiabi-
lité et la robustesse, soit produire des résultats fiables même si les données d’entrée
sont perturbées. On peut aller créer une IA digne de confiance ("Trustworthy IA")
qui garantit la sécurité, la sûreté, la vie privée, la non-discrimination, l’équité, la res-
ponsabilité (traçabilité, réplicabilité), l’auditabilité et le bien-être environnemental,
et surtout la robustesse et l’explicabilité.

3.2.3 Expliquer ou prédire ?

"Essentially, all models are wrong, but some are useful." - George E.P. Box (1978)

Tous les modèles sont imparfaits, mais certains sont pertinents. Et en général,
ils ne sont pertinents que pour une seule chose précise. Il existe une distinction
fondamentale entre les modèles causaux et les modèles de prédiction. Lorsque
les modèles visent à nous aider à comprendre le monde réel, c’est généralement
au prix d’une baisse de performance dans la prédiction. L’extrême pragmatisme
caractéristique des modèles de prédiction signifie que leur relation avec le monde
réel est obscurcie, mais ils peuvent encore être fonctionnels [HOLZINGER, 2021].

Ainsi, dans ce contexte, les modèles sont plus pertinents pour la prédiction que
pour l’explication. Les modèles de prédiction sont conçus pour faire des prévisions
précises, tandis que les modèles d’explication sont axés sur la compréhension des
mécanismes sous-jacents du monde réel, même s’ils ne sont pas aussi performants
en termes de prédiction.

Traditionnellement, les modèles de prédiction se concentrent et sont efficaces
sur des résultats isolés. Mais chaque personne sera toujours soumise à des risques
multiples, et ces risques ne sont souvent pas indépendants. Les modèles multi-états
et les modèles de risques concurrents offrent des approches potentielles pour la
prédiction de résultats multiples, ceci est particulièrement utile dans le contexte de
la multimorbidité. Mais il en découle plusieurs défis méthodologiques (par exemple,
l’explosion combinatoire) [MARTIN, MAMAS et al., 2018 ; MARTIN, SPERRIN et al.,
2021].

D’après [HERNÁN et al., 2019], l’identification des patients présentant un mauvais
diagnostic est très différente de l’identification du meilleur plan d’action pour la
prévention ou le traitement d’une maladie. Pire encore, les algorithmes prédictifs,
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lorsqu’ils sont mal utilisés pour l’inférence causale, peuvent conduire à un ajustement
incorrect des facteurs de confusion et donc à des décisions erronées. Les modèles de
prédiction nous informent que des décisions doivent être prises, mais ils ne peuvent
pas nous aider à prendre ces décisions. En revanche, les analyses causales sont
conçues pour nous aider à prendre des décisions, car elles s’attaquent aux questions
"que se passerait-il si ...".

Un autre risque lié à une approche non causale est illustré par le paradoxe de la
prédiction. Si on imagine un groupe de patients G qui présentent un risque élevé
pour un événement indésirable si aucune mesure n’est prise. Le modèle de prédiction
M est construit à partir de données historiques où aucune mesure n’a été prise. Les
patients du groupe G sont correctement classés comme présentant un risque élevé
par M . Le modèle de prédiction M est déployé. Les patients du groupe G reçoivent
une intervention, évitant ainsi l’événement indésirable, ce que l’on recherche. Mais,
si en utilisant de nouvelles données, le modèle M est mis à jour pour devenir M 1,
les patients du groupe G sont maintenant incorrectement classés comme présentant
un risque faible par M 1 (car ils n’ont pas déclaré l’événement indésirable). Ainsi,
alors que la mise à jour d’un modèle de prédiction est importante, son déploiement
ici est contre-productif.

D’après [SPERRIN, JENKINS et al., 2019 ; LIN et al., 2021 ; SPERRIN, DIAZ-ORDAZ

et al., 2021], les résultats des modèles de prédiction sont habituellement interprétés
comme des prédictions dans un contexte d’intervention, en supposant qu’aucune
mesure ne soit prise. On considère aussi que toutes les personnes présentant un
risque élevé de mauvais résultats bénéficieront de l’intervention proposée. Aucune
de ces deux hypothèses n’est correcte, il n’y a aucune considération de causalité
lorsque les modèles de prédiction sont développés avec des méthodes normales d’ap-
prentissage supervisé. Il faut développer des méthodes statistiques pour permettre
des prédictions dans le cadre d’interventions hypothétiques ("que se passerait-il si")
pour passer ainsi de la prédiction des risques à la prédiction des bénéfices.

3.2.4 Bonnes pratiques

Même dans le cadre dans lequel un modèle de machine learning a réussi à être dé-
veloppé dans un cadre médical, le processus classique, ou "pipeline", a généralement
quelques faiblesses. En effet, comme schématisés en figure 3.4, les modèles peuvent
être :

• inadaptés à l’objectif,

• sans réelle validation,
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• sans mise en utilisation pratique,

• et sans finalement d’adoption.

Pour éviter ces pipelines qui échouent à divers stades de développement et qui ne
sont finalement pas utilisés, des bonnes pratiques peuvent être prises en compte.

Fig. 3.4. : Représentation des "fuites" à chaque étape de création d’un modèle prédictif
médical [ROYEN et al., 2022].

Avant d’implémenter un modèle de prédiction dans la pratique clinique, il est
important de s’assurer que sa performance de prédiction est généralisable et robuste
en validant le modèle de manière externe dans un autre contexte, c’est ce qu’on
appelle la validation externe.

Notamment, un modèle clinique a peu de chances d’être accepté s’il n’a pas été
prouvé qu’il fonctionne sur des populations disparates. La validation externe peut
utiliser [MOONS et al., 2012 ; S. H. PARK et HAN, 2018] :

• des données collectées dans le même hôpital, mais échantillonnées sur une
période ultérieure ou antérieure, appelée validation temporelle ;

• des données provenant d’hôpitaux ou de pays différents, où les soins cliniques
et les définitions peuvent être différents, appelée validation géographique ;

• des données provenant d’individus démographiquement différents de ceux à
partir desquels le modèle a été développé, appelé validation du domaine.
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Si nécessaire, le modèle peut être mis à jour en utilisant les connaissances acquises
au cours du processus de validation.

La validation externe peut aussi se faire par d’autres chercheurs. Seulement, la
définition du problème de prédiction n’est souvent pas clairement exposée, et le
modèle final n’est souvent pas complètement décrit, avec peu ou pas d’amélioration
au fil du temps. Il est donc important d’améliorer la diffusion des informations néces-
saires pour permettre la validation externe par d’autres chercheurs afin d’accroître
l’adoption clinique des modèles développés [YANG et al., 2022].

Pour résumer, les principes clés qu’il faut prendre en considération lors de l’utili-
sation de l’intelligence artificielle dans le domaine de la santé sont [SOLOMONIDES

et al., 2022] :

‚ l’explicabilité : fournir une description en termes compréhensibles ;

‚ l’interprétabilité : le raisonnement plausible pour les décisions ;

‚ la fiabilité : la robustesse, sûreté, sécurité et résilience ;

‚ "l’auditabilité" : l’enregistrement de l’activité en vue d’une analyse ultérieure ;

‚ la transparence : le modèle est reconnaissable ou annoncé comme étant de
l’IA ;

‚ la responsabilité : le modèle est sous surveillance active, les personnes en
charge de la gestion sont définies ;

‚ l’équité : le modèle est sans parti pris et non discriminatoire.

À l’avenir, les soins de santé personnalisés grâce à des modèles de prédiction
deviendront la norme plutôt que l’exception. De plus en plus, des informations
phénotypiques approfondies provenant de la génétique, de la physiopathologie et de
l’imagerie pourront aussi être utilisées pour faire des prédictions. Afin d’obtenir un
bénéfice réel pour le patient, il est important de donner la priorité à la généralisation
des modèles au delà de son contexte d’apprentissage plutôt que de la considérer
comme une réflexion après coup.

3.3 Machine learning en gériatrie

Le domaine médical qui nous intéresse plus particulièrement est la gériatrie, soit
la médecine des personnes âgées, la population présente en EHPAD. Des revues de
littératures [WOODMAN et MANGONI, 2023] se sont intéressées spécifiquement aux
applications d’algorithmes de machine learning dans la gériatrie et ont montré une
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volonté d’éduquer les médecins spécialistes aux méthodes d’IA et aux utilités qu’elles
pourraient avoir dans leur pratique.

Les opportunités d’IA en médecine sont particulièrement pertinentes pour la ges-
tion des patients âgés, un groupe qui se caractérise par des schémas complexes
de comorbidités et une variabilité interindividuelle significative dans leur fonc-
tionnement et de la réponse au traitement. Les outils cliniques qui utilisent des
algorithmes d’apprentissage automatique pour déterminer le choix optimal du trai-
tement obtiennent lentement l’approbation nécessaire des organismes directeurs
et sont mis en œuvre dans les soins de santé, avec des implications significatives
pour pratiquement toutes les disciplines médicales. Au-delà de l’obtention de l’ap-
probation réglementaire, un élément crucial de la mise en œuvre de ces outils est
la confiance et le soutien des personnes qui les utilisent. Dans ce contexte, une
meilleure compréhension par les cliniciens de l’intelligence artificielle et des algo-
rithmes d’apprentissage automatique permet d’apprécier les avantages, les risques et
les incertitudes possibles, et d’améliorer les chances d’une adoption réussie.

L’adoption récente et généralisée des dossiers médicaux électroniques (DME) et
le large soutien du grand public au partage des dossiers médicaux dépersonnalisés
[JONES et al., 2022] ont permis d’accéder à un volume considérable de données sur
la santé pour la recherche et cela concerne aussi les personnes âgées.

Une revue de littératures d’environ 300 articles sur l’utilisation d’intelligence
artificielle pour les soins infirmiers [SEIBERT et al., 2021] a démontré que les
hôpitaux constituent le cadre de recherche le plus important, suivis par le soin à
domicile. Les maisons de retraite, les soins ambulatoires de longue durée et les soins
de santé externes étant moins souvent abordés. L’objectif de ces études revenant le
plus souvent était le suivi de l’activité et de la santé (surveillance ou classification)
dans 30 % des cas. La coordination des soins et la communication sont des sujets
fréquents qui, entre autres, incluent des approches d’IA classant les informations
dans la documentation infirmière, soutenant la prise de décision et fournissant
des informations pour la coordination et la continuité des soins. La détection et la
prévention des chutes, ainsi que la classification des risques de chute, sont aussi
des objectifs fréquemment mentionnés pour les sujets liés à l’IA. Contrairement aux
chutes, d’autres aspects liés à la mobilité ont suscité moins d’intérêt et n’ont été
mentionnés que dans quelques études. Un autre objectif présentant un degré élevé
de spécificité est la prédiction et la classification des risques d’escarres (3 % des
études).

3.3 Machine learning en gériatrie 81



3.4 Utilisation des réseaux bayésiens dans un
contexte médical

Les réseaux bayésiens existent dans le domaine de la médecine et des soins de
santé depuis leur création et sont devenus de plus en plus populaires pour traiter les
connaissances incertaines impliquées dans l’établissement de diagnostics de maladies,
dans la sélection d’alternatives de traitement optimales et dans la prédiction des
résultats des traitements dans différents domaines. Les réseaux bayésiens sont aussi
de plus en plus développés dans des domaines des soins de santé qui ne sont pas
directement liés à la gestion des maladies chez les patients individuels. Par exemple,
les réseaux bayésiens sont utilisés en épidémiologie clinique pour la construction
de modèles de maladies et en bioinformatique pour l’interprétation des données
d’expression génique des microréseaux [P. J. F. LUCAS et al., 2004].

L’intérêt que suscitent les réseaux bayésiens dans le domaine des soins de santé
peut s’expliquer par leur capacité à modéliser des problèmes complexes avec des dé-
pendances potentiellement causales où un degré significatif d’incertitude est présent,
combiner différentes sources d’information telles que des données médicales et les
connaissances d’experts, être présentées dans une structure graphique interprétable
et modéliser des interventions et raisonner à la fois en termes de diagnostic et de
pronostic [KYRIMI, MCLACHLAN, DUBE, NEVES et al., 2021].

Plusieurs avantages ont été mentionnés dans la littérature. L’utilisation de systèmes
basés sur les réseaux bayésiens pour optimiser les processus à tous les stades des
soins peut être très bénéfique en ce qui concerne le coût des soins de santé [DRANCA

et al., 2018 ; BUKHANOV et al., 2017 ; VEMULAPALLI et al., 2016]. Les systèmes basés
sur les réseaux bayésiens, contrairement aux approches déterministes, permettent
aussi d’avoir confiance dans les prédictions [HADDAD et al., 2014 ; X. JIANG et al.,
2014], ce qui se traduit par une plus grande flexibilité [WANG et al., 2015]. De plus,
il est possible de travailler à partir de cas incomplets et d’interroger n’importe quel
nœud du réseau bayésien, ce qui rend les systèmes basés sur le réseau bayésien
nettement plus utiles dans la pratique clinique que les modèles construits à partir
de variables de résultats spécifiques [SESEN et al., 2014 ; E. PARK et al., 2018].
En outre, contrairement aux régressions logistiques et à d’autres techniques de
modélisation, les systèmes basés sur les réseaux bayésiens ne sont pas limités
aux relations linéaires. Au contraire, ils sont capables de modéliser des relations
complexes entre les variables lorsque des conditions de causalité et d’indépendance
conditionnelle sont impliquées, ce qui est très utile pour la prise de décision clinique
[WANG et al., 2015 ; E. PARK et al., 2018 ; CAI et al., 2017]. Enfin, les systèmes basés
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sur les réseaux bayésiens ont la réputation d’obtenir des résultats justes [X. JIANG

et al., 2014 ; CAILLET et al., 2015 ; SYAFIANDINI et WASITO, 2016].

Mais, la revue de littérature [KYRIMI, MCLACHLAN, DUBE et FENTON, 2020] a
montré que la plupart des réseaux bayésiens médicaux publiés sont présentés sans
explication sur la façon dont la structure du réseau a été développée et sans justifica-
tion de la raison pour laquelle elle représente la structure correcte pour l’application
médicale donnée. Les réseaux bayésiens dans la santé n’apparaissent pas utilisés
à leur plein potentiel, notamment parce que les pipelines génériques de dévelop-
pement de réseaux bayésiens ne sont pas suffisamment répandus. Des limitations
existent dans la manière dont les réseaux bayésiens dans la santé sont présentés dans
la littérature, ce qui a un impact sur la compréhension, le consensus vers des mé-
thodologies systématiques, la pratique et l’adoption. Bien que la littérature présente
de nombreux outils d’aide à la décision médicale basés sur les réseaux bayésiens,
aucun n’a a priori été adopté dans des soins cliniques de première ligne [KYRIMI,
MCLACHLAN, DUBE et FENTON, 2020]. Par ailleurs, il est rare que les auteurs de
réseaux bayésiens médicaux publiés fournissent des indications sur la manière dont
leur outil peut être intégré facilement dans la routine clinique des soignants [KYRIMI,
MCLACHLAN, DUBE, NEVES et al., 2021].

Certains problèmes globaux de l’adoption d’algorithmes de machine learning
reviennent comme le manque de qualité et la disponibilité des données médicales
[SESEN et al., 2014 ; JOCHEMS et al., 2016 ; BUKHANOV et al., 2017]. Quels que soient
les efforts déployés pour pallier le manque de données lors de l’élaboration du réseau
bayésien à l’aide de l’expertise médicale et/ou de la littérature, la mauvaise qualité
et/ou le manque de données médicales restent un problème pour la performance et
la facilité d’utilisation du modèle [OJEME et MBOGHO, 2016 ; LOGHMANPOUR et al.,
2014].

Une barrière spécifique qui empêche l’adoption des réseaux bayésiens est sa
capacité limitée à utiliser des données continues [KYRIMI, DUBE et al., 2021]. En
effet, il faut généralement discrétiser les données, ce qui peut être considéré comme
ne pas suivre un raisonnement clinique et résulter en une perte d’information [LUO

et al., 2017 ; MERLI et al., 2016 ; BERCHIALLA et al., 2014]. Cependant, comme nous
en avons discuté dans le chapitre précédent en 2.5, la paramétrisation souffre aussi
du même défaut.

De nombreux réseaux bayésiens développés à ce jour pour des applications réelles
en biomédecine et en santé ont été construits à la main avec des experts [P. J. LUCAS

et al., 2000 ; HECKERMAN, HORVITZ et al., 1992 ; GAAG et al., 2002 ; ANDREASSEN

et al., 1999]. Créer manuellement un réseau bayésien exige pourtant un accès direct
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à des experts disponibles et demande forcément du temps et de l’implication. Or,
dans de nombreux domaines de la biomédecine et des soins de santé, des données
ont été collectées et gérées, parfois pendant de nombreuses années. Une telle collecte
de données contient généralement des informations très précieuses sur les relations
entre les variables discernées, même implicitement. Si un ensemble complet de
données est disponible, un réseau bayésien peut bien sûr être appris à partir des
données, c’est-à-dire qu’il peut être développé sans accès explicite aux connaissances
d’experts humains (voir 1.4).

Ainsi, comme pour les autres méthodes de classification, il est important que
les données utilisées aient été collectées en faisant attention aux biais, en quantité
suffisante pour repérer les relations probabilistes entre les variables et que les valeurs
manquantes aient été imputées de façon pertinente [P. J. F. LUCAS et al., 2004].

Il reste à déterminer si l’apprentissage d’un réseau bayésien de structure plus
complexe est plus efficace que celui d’un classificateur bayésien simple. On pour-
rait s’attendre à ce que plus le graphe d’un réseau bayésien reflète fidèlement les
dépendances et les indépendances encodées dans les données, meilleures sont ses
performances. Des recherches ont toutefois montré que, lorsqu’ils sont utilisés pour
des problèmes de classification, les réseaux bayésiens naïfs ont tendance à être plus
performants que les réseaux plus sophistiqués [DOMINGOS et PAZZANI, 1997]. Cette
constatation a conduit à suggérer que les structures de réseaux plus complexes ne
sont pas rentables. En revanche, [FRIEDMAN et al., 1997] et [CHENG et GREINER,
2013] ont montré que les TAN qui, par rapport aux réseaux bayésiens naïfs, intègrent
des dépendances supplémentaires entre leurs variables caractéristiques, sont souvent
plus performants que ces réseaux bayésiens naïfs. On peut donc imaginer que le
fait de permettre des relations encore plus complexes entre des variables de bonne
qualité peut s’avérer encore plus performant. Par ailleurs, les modèles naive Bayes
et TAN ayant une structure quasiment fixe, ils ne permettent pas d’apprendre la
structure entre les variables et de gagner en explicabilité.

Ainsi, l’utilisation des réseaux bayésiens dans le milieu médical est souvent limitée
par plusieurs facteurs :

• les réseaux bayésiens sont fréquemment créés à partir des connaissances
médicales et non pas automatiquement à partir des données, ce qui peut
s’expliquer par un manque de bases de données pertinentes et de bonne
qualité ;

• dans les cas (rares) d’apprentissage automatique, les méthodes d’apprentissage
sont souvent des structures simples, comme les naive Bayes et TAN, probable-
ment faute d’implémentation facilement accessible et interprétable pour la
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communauté médicale ;

• il y a peu de validation en conditions réelles avec intégration dans la routine
des soignants, peut-être à cause d’un manque de dispositifs compatibles.

Dans cette première partie regroupant les trois chapitres de notre état de l’art,
nous avons justifié notre choix des réseaux bayésiens comme modèle de classification
privilégié pour ce contexte médical. Nous avons introduit tout d’abord les réseaux
bayésiens, et notamment leurs spécificités et leurs méthodes d’apprentissage. Ensuite,
nous avons abordé comment les utiliser pour faire de la classification probabiliste,
tout en présentant d’autres méthodes de classification qui nous permettront de nous
comparer. Enfin, nous avons dressé un état des lieux de l’utilisation de ces méthodes
dans le domaine spécifique de la santé. Cette première partie fournit ainsi tous les
concepts nécessaires à la compréhension de la deuxième partie de notre travail. De
plus, elle expose les bonnes pratiques sur lesquelles nous nous sommes appuyés
pour construire nos propres modèles de classification, que nous détaillerons par la
suite.
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Nous allons maintenant aborder nos contributions sur les réseaux bayésiens en
tant qu’outil de classification pour la prédiction en EHPAD. Tout d’abord, nous
présenterons la base de données que nous avons eue la chance de pouvoir utiliser.
Ensuite, nous consacrerons un chapitre aux trois événements de santé défavorables
et évitables auxquels nous nous sommes intéressés en raison de leur prévalence en
EHPAD : l’escarre, l’hospitalisation en urgence et la fracture.

Dans ce chapitre, nous exposerons plus spécifiquement le contexte d’application
de nos contributions, ainsi que la réglementation qui nous a permis d’effectuer ces
travaux. Enfin, nous détaillerons l’ensemble du prétraitement des données qui est
commun à nos trois cibles médicales.

4.1 Contexte

4.1.1 Établissement d’Hébergement pour Personnes Âgées
Dépendantes

L’EHPAD, établissement d’hébergement pour personnes âgées dépendantes, consti-
tue une option à laquelle a recours une population nombreuse et croissante, lorsque
pour diverses raisons, et notamment de santé, il ne leur est plus possible de vivre à
leur domicile. La moyenne d’âge des résidents aujourd’hui est de 87 ans et la durée
moyenne de séjour de 2.5 ans [BELMIN et al., 2016]. Ces établissements hébergent
des personnes qui ne peuvent plus être prises en charge à leur domicile et leur
assurent une aide pour les gestes de la vie quotidienne.

Cette population est fortement touchée par les maladies chroniques et se trouve
très exposée aux syndromes gériatriques et aux situations complexes parmi lesquels
les maladies neurocognitives, la dénutrition, la dépression, les chutes, les fractures,
la polymédication. Aussi, les soins médicaux représentent un aspect très important
de la mission des EHPAD et ils occupent une part croissante dans l’activité des
professionnels de ces établissements.

Dans les EHPAD, le patient est pris en charge par une équipe soignante pluridisci-
plinaire constituée d’infirmiers et d’aides-soignants qui réalisent les soins quotidiens
(pansements, mesures de la glycémie, distribution des médicaments, etc.). Le mé-
decin coordonnateur élabore le projet général de soins, et en coordonne la mise
en œuvre au sein de l’EHPAD. Il arrive souvent que le médecin coordonnateur gère
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plusieurs EHPAD en même temps, et il est peu présent physiquement au sein de
l’établissement.

Avec le développement des nouvelles technologies informatiques dans le domaine
de la santé, un nombre croissant d’établissements de santé sont équipés de systèmes
d’information regroupant les données administratives et médicales des patients
ainsi que des informations sur les soins qui leur sont prodigués. Ces systèmes, et
notamment les dossiers patients informatisés, permettent un accès facile et rapide
aux informations des patients, notamment dans un but d’amélioration de la qualité
et de la sécurité des soins.

4.1.2 NETSoins

NETSoins est une solution logicielle complète sur l’accompagnement des résidents
en EHPAD, éditée par Teranga Software depuis 2007 et utilisée par plus de 4 000
établissements en France. L’ensemble des fonctionnalités métiers pour l’accompa-
gnement des résidents est disponible dans le dossier informatisé NETSoins. Par
exemple :

‚ les soins : avec les plans de soins et les projets personnels du résident

‚ le médical : avec les observations des médecins, les relevés et les prescriptions

‚ l’administratif : avec les mouvements du résident (hospitalisations, rendez-
vous, etc)

‚ l’alimentation : avec les habitudes et le suivi alimentaire

‚ le projet personnalisé : avec les activités et la vie sociale du résident

‚ le paramédical : avec les comptes-rendus des professionnels de santé et les
évaluations

‚ les interfaces : avec une liaison possible avec les laboratoires, les pharmacies
et le dossier médical partagé (DMP) ainsi que la télémédecine.

Le logiciel est utilisé et alimenté par le personnel de l’établissement : les aides
soignantes, infirmiers, médecins, mais aussi les animateurs, les pharmaciens, le
personnel administratif et paramédical, ainsi que d’autres intervenants.

NETSoins est accessible depuis un simple navigateur web. Il respecte le règlement
général sur la protection des données (RGPD) et toutes les données sont centralisées
et sécurisées dans des environnements d’HDS (hébergeurs de données de santé)
certifié. Toutes les informations du logiciel NETSoins sont stockées dans une base
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Fig. 4.1. : Capture d’écran du plan de soins d’un résident fictif du logiciel NETSoins [Teranga
Sofware - Prendre soin de ceux qui prennent soin des autres 2023].

de données relationnelle en PostgreSQL. Elle contient plus de 300 tables avec
en moyenne 13 colonnes par table. Les liens entre les tables sont multiples et
complexes.

4.2 Réglementations et anonymisation

Travailler avec des données de santé individuelles nécessite évidemment de nom-
breuses précautions. La CNIL (commission nationale de l’informatique et des liber-
tés), l’autorité compétente en la matière de protection des données personnelles
en France, recommande d’intégrer dès la conception d’un système d’intelligence
artificielle, les principes de protection des données personnelles (privacy by design)
[CNIL, 2023].

4.2.1 Anonymisation et pseudonymisation

Il faut distinguer anonymisation et pseudonymisation. D’après la CNIL, l’anony-
misation est le "traitement de données à caractère personnel qui consiste à utiliser
un ensemble de techniques de manière à rendre impossible, en pratique, toute
identification de la personne concernée par quelque moyen que ce soit et de manière
irréversible". Pour cela, trois critères sont définis :

‚ impossibilité d’individualisation : il ne doit pas être possible d’isoler un
individu dans le jeu de données ;
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‚ impossibilité de corrélation : il ne doit pas être possible de relier entre eux
des ensembles de données distincts concernant un même individu ;

‚ impossibilité d’inférence : il ne doit pas être possible de déduire, de façon
quasi certaine, de nouvelles informations sur un individu.

La pseudonymisation, elle, est un traitement de données personnelles consistant
à remplacer les données directement identifiantes (nom, prénom, etc.) d’un jeu de
données par des données indirectement identifiantes (alias, numéro séquentiel, etc.),
l’opération étant réversible [IA, 2023].

4.2.2 Mise en conformité

En pratique, les trois critères d’anonymisation sont difficiles à prouver, mais nous
avons mis en place un certain nombre de mesures pour améliorer le respect de ces
règles. Un long travail a été effectué avec des avocats spécialisés et les conditions
générales de ventes du logiciel NETSoins ont dû être changées pour mentionner
l’utilisation possible de données à des fins de recherche. Les établissements sont
libres de s’y opposer dans leur entièreté, et à l’échelle individuelle aussi, chaque
résident (ou proche aidant) peut refuser l’exploitation de ses données. Ces refus ou
acceptations sont à présent tracés dans la base de données. Des protocoles stricts
ont été conçus :

• Les données ne contiennent pas d’information non anonyme (nom, date de
naissance, lieu de l’EHPAD, etc.) ni de champs libres de textes.

• Aucune date n’est extraite. Nous détaillerons ceci dans la partie 4.3.2.

• Le nom des variables est encodé différemment à chaque extraction.

• Aucune clé d’identification n’est nécessaire pour l’étude.

Ainsi, aucune information permettant l’identification d’une personne précise n’est
récoltée. Par ailleurs, le traitement des données est effectué sur une machine virtuelle
mise à disposition par un hébergeur certifié HDS.

Pour être sûr de n’exporter que des données anonymes et d’intérêts, chaque
information présente dans la base a dû être passée en revue. Un tri d’abord des
tables dans leur globalité a été effectué, pour écarter, par exemple, les données
en lien avec la facturation ou la maintenance. Puis un tri interne aux tables avec
l’élimination des noms, adresses, numéros, etc. a été fait. Les champs en textes libres
ont été écartés dans la majorité des cas, car nous n’avons pour l’instant aucun moyen
d’être sûr que le nom du patient ou autre élément identifiant n’est pas employé
dans un commentaire (par exemple : "Mr X avait mal à la tête, je lui ai donné un
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Doliprane"). Cela peut poser un problème, car si l’infirmière a bien noté l’information
dans une transmission (ce sont les notes anecdotiques que les soignants écrivent sur
des patients pour la traçabilité), il n’est pas certain que cette information soit aussi
saisie dans le plan de soins du résident, qui lui peut être récupéré anonymement. Il
est ainsi possible de passer à côté d’informations précieuses.

Toutes les données sont stockées dans des serveurs sécurisés, gérés par d’autres
entreprises que Teranga. Chaque base de production réunit plusieurs établissements
par groupe ou par date de souscription au logiciel. D’une base à l’autre, la structure
est toujours la même, mais les habitudes des utilisateurs diffèrent et la qualité
de saisie aussi. Chaque établissement peut paramétrer le logiciel, par exemple en
imposant de remplir la date de naissance en créant un résident ou d’utiliser les
appellations de la base de données Claude Bernard [BCB, 2019] pour déclarer une
pathologie. Certains établissements ne le font pas, car ils préfèrent être libres dans
leurs actions. Même si cela fournirait des données beaucoup plus homogènes, c’est
aussi une stratégie de l’entreprise de laisser ce choix à ses clients. En effet, ils pré-
fèrent éviter que les clients ne saisissent des informations fausses ou approximatives,
car ils n’auraient pas trouvé assez rapidement ce qu’ils cherchaient.

4.3 Pipeline de prétraitement

Le but de ce projet a été d’utiliser les données du logiciel NETSoins, pour implémen-
ter des classifieurs capables de prédire plusieurs événements de santé défavorables
qui sont potentiellement modifiables par des interventions de santé appropriées.
Dans le cadre d’un modèle de machine learning où il y a beaucoup de données à ma-
nipuler, il est courant d’utiliser une "pipeline". Il s’agit d’une séquence de différents
traitements de données qui vise à transformer les données dans un format apte à
l’apprentissage.

4.3.1 Inclusion

Les résidents inclus dans l’étude sont uniquement des résidents en EHPAD (pas
d’établissement handicap, ni d’établissement test) qui ont été en hébergement
permanent entre 2012 et 2022 inclus et qui ont au moins un relevé de poids saisi.
En effet, nous avons remarqué que les dossiers résidents qui ne contiennent aucun
poids étaient très peu ou mal remplis. Nous avons ainsi eu accès aux données de
168 666 résidents à ce stade. Les informations extraites sont les suivantes :

98 Chapitre 4 La base de données



Type Variables
Informations générales sexe

âge
taille

malentendant
malvoyant

fumeur
consommation d’alcool

Relevés poids
tensions

albuminémies
Évaluations AGGIR

PATHOS
Braden
MMSE
MNA

MNA simplifié
Mouvements administratifs sortie de l’établissement définitive

décès
hospitalisations

Pathologies dans le dossier résident incontinence
dépression
dénutrition

diabète
fracture
escarre
asthme
BCPO

ostéoporose
hyperthyroïdie

Médicaments prescrits pour la dépression
pour le diabète
psycholeptiques

pour les infections
pour l’épilepsie

pour le Parkinson
pour la démence

pour le cholestérol
pour l’ostéoporose
pour la psychose

œstrogène
corticoïdes
stéroïdes

anti-inflammatoire non stéroïdien
pour l’hyperthyroïdie
pour l’hypotension

pour la BCPO
morphine
perfusion

Événements ponctuels participation à des activités
chutes dans l’établissement

Plan de soins Aide déplacement
Pansements escarre

Tab. 4.1. : Variables extraites triées par type.
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Nous détaillerons ensuite comment nous avons utilisé chaque donnée et leur
objectif.

4.3.2 Temporalité

Nous sommes partis d’une base de données sous forme événementielle, où chaque
information ajoutée sur un résident sera stockée sous forme d’événement ou d’oc-
currence. Des données supplémentaires peuvent aussi être incluses, telles que des
détails sur l’événement, des mesures ou des résultats associés. À partir de cela, nous
avons dû reconstruire la meilleure "photographie" d’un résident à un instant t malgré
des données périodiques et intemporelles. Nous avons alors cherché à obtenir des
données discrétisées en format tabulaire, tout en gardant un sens médical.

Chaque saisie dans NETSoins est enregistrée avec un timestamp (horodatage),
donc avec une date et une heure. Puisque nous ne pouvions avoir accès à des dates
précises pour des raisons d’anonymisations, ces timestamps ont été soustraits à la
date d’admission du résident. Ainsi, pour se repérer dans le temps, seul le délai en
seconde après l’admission est utilisé. Les résidents ont donc tous le même point de
départ.

Exporter toutes les données saisies sur les variables sélectionnées n’était pas
envisageable en termes de volume, mais aussi en termes de pertinence. Nous avons
donc créé des marqueurs temporels, tels que l’admission, une semaine après, un
mois après ou encore la dernière valeur saisie. Pour les variables binaires de type
"présence/absence", la dénutrition par exemple, nous vérifions à chaque marqueur
temporel si la pathologie a été ajoutée dans le dossier médical.

Pour les variables qui nécessitaient plus de réflexion sur leur prétraitement tels
que les relevés, les différentes cibles de classifications et les événements ponctuels,
nous les avons exportées sous forme de dictionnaires avec l’événement, sa valeur si
elle a lieu et son délai tout au long du séjour.

Une temporalité a été définie pour chaque résident et chaque variable a été créée
en fonction. Les marqueurs temporels, ainsi que les sélections des temporalités, sont
différents selon les cibles et seront ainsi exposés en 5.3, 6.3 et 7.3.
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4.3.3 Transformation des variables

Il faut noter que le logiciel est utilisé par différents types de personnel de l’établis-
sement : les aides soignantes, infirmiers, médecins, mais aussi les animateurs, les
pharmaciens, le personnel administratif et paramédical, etc. La saisie des données
concernant un résident en EHPAD est donc effectuée par des personnes distinctes
à des moments différents plus ou moins périodiques. L’exploitation des données
temporelles est alors difficile et différentes transformations sont effectuées sur les
variables selon le type.

Niveau de dépendance

Dans les EHPAD, la perte d’autonomie des personnes âgées est évaluée par la grille
AGGIR (Autonomie Gérontologie Groupe Iso-Ressources). Cette évaluation vise à
déterminer le degré de dépendance d’une personne âgée en fonction de différents
critères.

La grille AGGIR est basée sur plusieurs dimensions de l’autonomie [LÉGIFRANCE,
2017] :

‚ Cohérence : Évaluation de la capacité à converser ou se comporter de façon
sensée.

‚ Orientation : Évaluation de la capacité à se repérer dans le temps et l’espace.

‚ Toilette : Évaluation de la capacité de la personne à réaliser sa toilette quoti-
dienne (lavage, habillage, coiffure, etc.).

‚ Incontinence : Évaluation de l’hygiène urinaire et fécale.

‚ Transferts : Mesure de la capacité de la personne à se lever, se coucher, s’asseoir,
et à se déplacer.

‚ Alimentation : Évaluation de la capacité de la personne à se nourrir, à préparer
ses repas, et à gérer son régime alimentaire.

‚ Déplacement à l’intérieur et à l’extérieur : Évaluation de la mobilité de la
personne à l’intérieur de son domicile et à l’extérieur.

‚ Communication à distance : Évaluation de la capacité de la personne à utili-
ser un téléphone.

Chaque dimension est notée en fonction du degré de dépendance de la personne,
et ces notes sont ensuite utilisées pour attribuer un score global correspondant à un
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des six niveaux de GIR (groupes iso-ressources), allant de GIR 1 (perte d’autonomie
la plus élevée) à GIR 6 (autonomie la plus élevée).

L’évaluation AGGIR est un outil essentiel pour déterminer les besoins en soins et
en assistance des résidents en EHPAD, permettant ainsi d’adapter les services et les
prises en charge en fonction du niveau de dépendance de chaque individu.

Cette évaluation est effectuée de façon sérieuse par les établissements, car elle dé-
termine un certain nombre de financements, elle nous donne donc des informations
potentiellement précieuses.

Nous avons donc utilisé comme variable le niveau global GIR à l’entrée et au
point où nous regardons les données. Nous avons aussi créé une variable qui indique
la différence entre ces deux niveaux, pour savoir si la dépendance du résident
augmente, est stable ou diminue (ce qui est rare, mais possible). À partir de chacun
des 24 items de l’évaluation qui sert à calculer ce niveau, nous avons de même créé
une variable pour avoir des informations plus précises sur la mobilité et l’autonomie
des résidents.

Pathologies

Pour les pathologies, la présence ou l’absence d’une pathologie déclarée dans le
dossier médical est vérifiée au moment précis de la temporalité définie. Nous nous
sommes rendu compte que certaines pathologies paraissent trop peu présentes pour
une population d’EHPAD. Il est ainsi difficile de savoir si l’information n’a pas été
saisie, car le résident n’a pas cette pathologie ou s’il s’agit d’une erreur. Nous avons
donc cherché à trouver l’information de la présence d’une pathologie ailleurs que
simplement déclarée dans le dossier médical. Pour cela, nous avons utilisé deux
moyens : les médicaments prescrits et l’évaluation PATHOS.

Une liste de codes ATC de médicaments correspondant à des traitements pour des
pathologies spécifiques a été créée avec des professionnels de santé. Nous avons
alors extrait les prescriptions des résidents et ajouté les variables "médicaments
associés à une pathologie".

Le modèle PATHOS, lui, est un outil utilisé par les professionnels de santé pour
adapter la prise en charge médicale des personnes âgées, en fonction de leur état
de santé et de la stratégie thérapeutique correspondante [CNSA, 2022]. Il décrit la
situation clinique des personnes et mesure un certain nombre d’indicateurs, données
utilisables au niveau d’un individu ou d’un ensemble d’individus.
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Comme l’évaluation AGGIR, son utilisation est obligatoire en EHPAD et permet des
financements à l’échelle de l’établissement. À l’échelle individuelle, elle constitue un
élément qui permet la mise en place d’un plan d’aides et de soins personnalisés. C’est
un bon instrument de description synthétique de l’état de santé d’une personne âgée.
Le nombre de points qu’il donne d’un point de vue individuel n’est pas considéré
comme informatif. Nous avons quand même choisi d’ajouter le score global en
variable pour le confirmer.

Pour évaluer le PATHOS, nous avons analysé les pathologies du résident et leur
gravité. Les pathologies sont classées par type :

• Affections cardio-vasculaires

• Affections neuro-psychiatriques et troubles psychologiques et/ou comporte-
mentaux

• Affections broncho-pulmonaires

• Pathologies infectieuses

• Affections dermatologiques

• Affections ostéo-articulaires

• Affections gastro-entérologiques

• Affections endocriniennes

• Affections uro-néphrologiques

• Autres domaines pathologiques

À partir de l’évaluation PATHOS, nous avons donc pu retrouver des pathologies.
Nous avons aussi créé une variable qui devient positive dès qu’un état “grave”
est déclaré pour n’importe quelle maladie. De même, une variable qui regroupe
toutes les affections neurologiques et une variable qui regroupe toutes les affections
cardiovasculaires ont été définies. Cela nous a aussi permis de différencier les
personnes qui n’ont réellement pas une pathologie de celles où l’information n’est
juste pas remplie.

Relevés périodiques

Pour les relevés tels que les poids et les tensions, nous avons calculé :

• le pourcentage d’augmentation ou de perte sur 1, 3 et 6 mois

• les évolutions du relevé divisé par la durée (1, 3 ou 6 mois)

• les moyennes des relevés sur 1, 3 et 6 mois.
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Ces durées nous ont permis d’avoir des indications différentes selon le recul. Nous
avons aussi testé différentes méthodes pour essayer de capturer différentes informa-
tions à partir de ses séries temporelles.

Des discrétisations expertes ont été effectuées pour les tensions et les pourcentages
de différence de poids. Pour les tensions, nous avons observé les tensions systoliques
et les avons divisées en :

• Supérieur à 140, ce qui correspond à de l’hypertension

• Entre 120 et 140, ce qui correspond à une tension normale

• Entre 120 et 100, ce qui correspond à une hypotension légère

• Entre 100 et 80, ce qui correspond à une hypotension modérée

• Inférieur à 80, ce qui correspond à une hypotension sévère

Pour les pourcentages de différence de poids sur 1, 3 et 6 mois :

• Catégorie 1 : inférieur à -15 %

• Catégorie 2 : entre -1 % et -10 %

• Catégorie 3 : entre -10 % et 0

• Catégorie 4 : entre 0 et 10 %

• Catégorie 5 : entre 10 % et 15 %

• Catégorie 6 : supérieur à 15 %.

Nous avons aussi calculé l’IMC à partir de la taille et du dernier poids.

Événements ponctuels

De la même façon, pour les événements de type chute, participation aux anima-
tions ou hospitalisations, nous avons regardé quand a eu lieu le dernier événement
de ce type et la fréquence de ces événements sur 1, 3 et 6 mois.

Une discrétisation experte a aussi été effectuée :

• Catégorie 0 : l’événement n’a jamais eu lieu

• Catégorie 1 : dernier événement il y a plus de 6 mois

• Catégorie 2 : dernier événement entre 3 et 6 mois

• Catégorie 3 : dernier événement entre 1 et 3 mois

• Catégorie 4 : dernier événement dans le dernier mois
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4.3.4 Critères d’exclusion

En exportant uniquement des résidents avec au moins un relevé de poids, nous
avons obtenu 168 666 résidents. En analysant le pourcentage de valeurs manquantes
sur les variables possibles sur la table 4.2b à gauche, on remarque que certaines sont
quasiment vides.

On ne représente ici qu’uniquement les variables dont on peut quantifier l’absence,
pour les autres variables telles que les chutes ou les pathologies, on ne peut pas être
sûr que leur absence n’est pas en réalité une saisie manquante. Par ailleurs, pour les
relevés et évaluations, nous avons analysé s’ils avaient été saisis au moins une fois
durant le séjour du résident, peu importe la temporalité.

Variable Valeurs manquantes

Poids 0 %
Âge 0 %
Sexe 0 %
GIR 9 %

Tensions 24 %
Taille 46 %

PATHOS 49 %
MMSE 70 %

Albuminémie 80 %
MNA simplifié 93 %

MNA 95 %
Braden 96 %
Norton 97 %

Taille 168 666
(a) à l’extraction

Variable Valeurs manquantes

Poids 0 %
PATHOS 0 %

Âge 0 %
Sexe 0 %
GIR 1 %

Tensions 11 %
Taille 33 %
MMSE 59 %

Albuminémie 70 %
MNA simplifié 87 %

MNA 92 %
Braden 94 %
Norton 97 %

Taille 73 478
(b) après tri

Tab. 4.2. : Pourcentage de valeurs manquantes par variable à l’extraction (4.2a) et après
suppression des résidents sans évaluation PATHOS (4.2b).
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Fig. 4.2. : Représentation des données manquantes pour quelques variables. Chaque trait
horizontal noir représente une donnée présente pour cette ligne dans cette
colonne. La ligne noire verticale représente la frontière de suppression à 50% de
variable manquante dans toute la colonne.
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Nous avons fait le choix de garder uniquement les résidents qui ont eu au moins
une évaluation PATHOS saisie dans leur dossier, ce qui nous a permis d’obtenir la
table 4.2b et la figure 4.2. Ainsi, nous avons notamment des informations plus fiables
sur les pathologies : lorsque l’évaluation est faite, le soignant a explicitement indiqué
qu’une pathologie était absente. Nous obtenons à ce stade 73 478 résidents. Les
pourcentages de valeurs manquantes baissent ainsi pour toutes les variables, mais
pour les variables avec plus de 50% de valeurs manquantes, cela restait difficile de
les exploiter et nous les avons donc supprimés. Il s’agit des relevés d’albuminémie,
de l’évaluation MNA (Mini Nutritional Assessment) et sa version simplifiée, qui sont
des critères utilisés notamment pour diagnostiquer la dénutrition ; de MMSE (Mini
Mental State Evaluation), une évaluation des troubles cognitifs et des évaluations de
Norton et Braden que nous aborderons plus en section 5.2.

De même, les valeurs aberrantes sont exclues de l’étude. Ainsi, les résidents avec
des scores GIR qui ne sont pas entre 1 et 6, des âges inférieurs à 40 et supérieur à
110 ou des durées de séjour trop élevé sont supprimées.

Pour garantir des données de bonne qualité, une suppression des résidents avec
trop de variables manquantes est effectuée après analyse et est différentes selon les
cibles. Les résultats seront donc exposés dans chaque chapitre consacré.

4.4 Caractéristiques démographiques

Une analyse sur le jeu de données global a été effectuée pour vérifier que l’échan-
tillon correspondait démographiquement aux données d’EHPAD françaises. La com-
paraison avec les données du rapport de la DREES de 2022 sur des données d’EHPAD
française de 2019 [BALAVOINE, 2022] en table 4.3, permet d’observer une homo-
généité en termes d’âge à l’admission, de sexe et de durée de séjour. Les résidents
semblent par contre moins dépendants dans notre base de données, mais nous avons
calculé ces statistiques à l’admission des résidents, contrairement au rapport qui les
calcule à une date précise. En effet, pour des raisons d’anonymisation, nous n’avons
pas accès à des dates, mais à des délais après entrée. Nous avons donc une base de
données représentative de la population nationale, avec des suivis en établissement
sur du long terme.
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Variable Jeu de données Données nationales
Âge à l’admission, moyenne (écart-type) 84.4 (8.6) 85.9
Pourcentage de femmes 72.8 % 72.8 %
Niveau de dépendance :

GIR1 (très sévère) 7.1 % 16.4 %
GIR2 (sévère) 32.0 % 38.1 %
GIR3 (modéré/sévère) 20.3 % 18.6 %
GIR4 (modéré) 29.5 % 20.2 %
GIR5 (léger) 6.7 % 4.4 %
GIR6 (pas de dépendance) 4.4 % 2.3 %

Durée de séjour en mois, médiane (Q1-Q3) 14.9 (3.0 - 40.4) 13.0 (2.0 - 42.0)
Tab. 4.3. : Caractéristiques démographiques de la base de données, comparaison avec les

données du rapport de la DREES [BALAVOINE, 2022]

4.5 Pipeline global

La pipeline de la figure 4.3 représente l’ensemble des étapes, effectuées en Python,
communes aux classifieurs de réseaux bayésiens que nous présenterons par la suite.
Par ailleurs, les autres méthodes de classification testées sont implémentées de la
même façon. Les principales étapes sont donc :

‚ Extraction des données

‚ Préparation des données : transformation des données pour passer d’une
base de données événementielle à une base de données tabulaire exploitable
pour de l’apprentissage statistique tout en gardant un sens médical

‚ Apprentissage automatique : création d’un classifieur construit à partir de
réseaux bayésiens puis ajustement du classifieur avec nos données d’apprentis-
sage

‚ Évaluation du classifieur : Évaluation sur la base test grâce à des scores, des
résultats graphiques et des comparaisons avec d’autres méthodes.
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Fig. 4.3. : Pipeline commune à chaque cible

Nous nous sommes pour l’instant concentrés sur les deux premières étapes et
avons démontré que nous bénéficions, après une mise en conformité et un certain
nettoyage, d’une base de données de santé de grande taille, homogène par rapport
à la population française en EHPAD et avec des variables utilisables et pertinentes.
Nous verrons ensuite l’application de cette pipeline à différents événements de santé
défavorables avec le prétraitement spécifique selon chaque cible, l’apprentissage et
les résultats de chaque classifieurs.
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La survenue d’escarre est le premier événement de santé défavorable et évitable
en EHPAD auquel nous nous sommes intéressés. Nous définirons d’abord plus
précisément le sujet, nous présenterons ensuite les méthodes actuellement utilisées
pour détecter leur risque, puis le prétraitement spécifique à la cible qui a dû être
effectué sur la base de données. Nous exposerons ensuite les différents résultats sur
trois temporalités différentes. Enfin, nous aborderons l’application logicielle de cet
outil. Les résultats de ce chapitre sont publiés dans les articles [CHARON, WUILLEMIN

et BELMIN, 2022], [CHARON, WUILLEMIN et BELMIN, 2023] et [CHARON, WUILLEMIN,
HAVRENG-THÉRY et al., 2024].

5.1 Définition de l’escarre

Une escarre est une lésion cutanée d’origine ischémique (diminution de l’apport
sanguin artériel à un organe) localisée au niveau de la peau ou des tissus mous
sous-jacents, située en général sur une saillie osseuse. Elle est la conséquence d’un
phénomène de pression ou de pression associée à un cisaillement.

Le cisaillement peut résulter du frottement de la peau lorsque le patient glisse
sur un support. Le mécanisme menant aux escarres est bien défini, il faut qu’il y ait
une force de pression supérieure à la pression capillaire des tissus ce qui entraîne
l’hypoxie et la nécrose tissulaire [BELMIN et al., 2016].

Fig. 5.1. : Schéma sur les stades des escarres [BELMIN et al., 2016]

C’est une pathologie éprouvante pour le patient, douloureuse, qui diminue signifi-
cativement la qualité de vie. Elle est aussi difficile à traiter et le coût de cicatrisation
est important et augmente exponentiellement avec le stade de la maladie [HAUTE
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AUTORITÉ DE SANTÉ, 2001]. Soigner une escarre en EHPAD requiert donc un temps
important pour un personnel infirmier trop peu nombreux. Les escarres sont une pa-
thologie qui touche préférentiellement les personnes âgées. Selon une étude réalisée
dans cinq pays européens, les deux tiers des escarres sont détectés chez les personnes
de 70 ans et plus, avec un pic de fréquence entre 76 et 84 ans [VANDERWEE et al.,
2007]. Il est important de noter aussi que la prévalence des escarres était de 7.2%
dans les EHPAD en France selon une enquête de 2018 [BARROIS et al., 2018].

Les facteurs de risque d’escarre sont mentionnés dans la littérature scientifique
depuis des dizaines d’années [AHN et al., 2016]. Plus de 100 facteurs de risque
d’escarre sont identifiés dans la littérature scientifique en 2003 [LYDER, 2003]. Les
résultats de [BERLOWITZ et al., 2001] montrent que les facteurs de risques d’escarre
pour les résidents en maison de retraite les plus élevés sont l’âge, le sexe masculin,
l’ethnicité non blanche, une évaluation non habituelle, l’autonomie dans la mobilité
au lit, l’autonomie dans les transferts, l’immobilisation au lit, l’incontinence urinaire,
la détérioration de l’état cognitif, le diabète, des maladies vasculaires, une fracture
de la hanche dans les 180 jours, l’indice de masse corporelle (IMC), une maladie en
phase terminale et les antécédents d’escarre résolue.

Un modèle théorique du risque d’escarre contenant 4 éléments principaux a été
créé par [DEFLOOR, 1999] :

‚ forces de compression : lorsque des charges mécaniques exercent une pres-
sion sur les tissus d’un patient qui sont comprimés entre une surface, comme
une chaise, et les saillies osseuses du corps humain, comme le sacrum ou
les fesses. Ces charges mécaniques augmentent le risque d’escarre, surtout
lorsqu’elles persistent pendant une longue période chez des patients immobiles
et en position assise.

‚ forces de cisaillement : ce sont les forces de glissement qui se produisent
lorsque le corps humain est déplacé le long d’une surface. Par exemple, lorsque
l’infirmière déplace un patient dans son lit ou transfère un patient du lit à la
chaise, actions qui impliquent le contact continu du patient avec une surface
tout au long du mouvement et entraînent une séparation des couches de la
peau.

‚ tolérance tissulaire à la pression : les facteurs qui changent la capacité du
tissu à redistribuer la pression. Il s’agit de facteurs externes, tels que les charges
mécaniques et l’humidité.

‚ tolérance tissulaire à l’oxygène : les facteurs qui influencent la distribution
de l’oxygène dans le tissu ou le besoin en oxygène du tissu. Il s’agit ici de
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facteurs internes tels qu’une pression artérielle basse ou une mauvaise oxygé-
nation.

Bien qu’aucune étude n’ait précisément analysé la temporalité du développement
des escarres, [GEFEN, 2008] a montré que les escarres peuvent se développer chez
les personnes à haut risque en moins d’une heure de pression soutenue sur des tissus
corporels vulnérables.

Dans le modèle conceptuel de [DEFLOOR, 1999], plusieurs facteurs affectent
la tolérance tissulaire à la pression, notamment l’âge, le stress, la cognition, la
sensibilité à la douleur et au confort (acuité), la déshydratation et la masse tissulaire,
ainsi que les carences en protéines et en vitamine C. De même, les facteurs qui
affectent la tolérance tissulaire à l’oxygène sont la température, les médicaments, la
carence en protéines, le tabagisme, la pression artérielle et la présence de certaines
maladies (c’est-à-dire celles qui affectent l’apport en oxygène, l’hyperémie réactive et
l’occlusion vasculaire). Des études suggèrent que le développement des escarres peut
résulter de modifications majeures du fonctionnement normal de ces mécanismes
humains. Les escarres peuvent aussi se développer à partir des effets cumulatifs de
changements mineurs dans plusieurs de ces mécanismes/facteurs, particulièrement
en combinaison avec une pression externe soutenue (forces perpendiculaires à
la peau) et/ou la présence d’humidité externe (incontinence fécale ou urinaire,
transpiration excessive) et/ou des forces de friction et de cisaillement (glissements,
frottements ou forces parallèles à la peau).

Plus récemment, les facteurs de risques pour les personnes âges en maisons
de retraite relevés par [AHN et al., 2016] ont été : l’anémie, la dénutrition, la
déshydration, les infections, l’incontinence urinaire et fécale.

Malgré cette causalité multiple, les escarres sont pourtant hautement évitables.
D’après [HAUTE AUTORITÉ DE SANTÉ, 2001], les mesures générales de prévention
sont les suivantes :

• diminuer la pression en évitant les appuis prolongés par la mobilisation ;

• utiliser des supports (matelas, surmatelas, coussins de siège) ;

• observer régulièrement l’état cutané ;

• maintenir l’hygiène de la peau en évitant la macération ;

• assurer un équilibre nutritionnel ;

• favoriser la participation du patient et de son entourage à la prévention et
identifier les facteurs de risque.
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La prévention implique une prise en charge particulière et multidisciplinaire si
bien qu’elle n’est pas applicable à tous les résidents en permanence. Il est ainsi
nécessaire de pouvoir identifier les personnes à risque sur lesquelles les soins de
prévention seront implémentés. L’objectif de cette étude est donc cette identification
précoce du risque d’escarre.

5.2 Méthodes actuelles de détection de risque
d’escarre

Les méthodes de détection de risque de survenue d’escarres sont des échelles
d’évaluation qui ont été élaborées pour identifier de façon plus précise les malades à
haut risque et mettre en place une prévention. Elles fournissent un score à partir de
quelques réponses à des questions. La plus connue est l’échelle de Norton [NORTON

et al., 1962], qui a été validée pour des personnes de plus de 65 ans. Elle est simple
d’utilisation, mais ne prend pas en compte le statut nutritionnel.

Fig. 5.2. : Échelle de Norton pour l’évaluation du risque d’escarre [NORTON et al., 1962 ;
ABDELLATIF, 2021]

On utilise aussi l’échelle de Braden [BERGSTROM et al., 1998) qui est simple et
claire. Mais la simplicité de ces échelles est aussi un inconvénient, elles oublient des
facteurs de risque important.
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Fig. 5.3. : Échelle de Braden pour l’évaluation du risque d’escarre [BERGSTROM et al., 1998 ;
ABDELLATIF, 2021]

La méta-analyse de [H.-L. CHEN et al., 2016] n’a trouvé que 8 études évaluant
l’échelle de Braden chez des résidents de maisons de retraite. Dans 6 d’entre elles, la
performance de l’échelle a été étudiée de manière transversale sur différents types
d’établissement de santé, ce qui a produit des résultats de validité contradictoires
qui ne permettent pas d’évaluer la prédiction de l’escarre en maisons de retraite. Les
2 études prospectives étaient de petite taille (n “ 335) et leurs sensibilités (0.73 et
0.79) et spécificités (0.74 et 0.76) pour prédire l’escarre avaient des intervalles de
confiance assez larges [BRADEN et BERGSTROM, 1994 ; SOUZA et al., 2010]. Dans les
deux études, l’incidence de l’escarre était extrêmement élevée (21% en 90 jours dans
[SOUZA et al., 2010] et 27% en 4 semaines dans [BRADEN et BERGSTROM, 1994)] ce
qui soulève la question de l’applicabilité de ces études anciennes aux maisons de
retraites actuelles en France où l’incidence est bien plus faible.

Des recherches existent pour essayer d’améliorer la prédiction de cette pathologie,
notamment en essayant de prendre en compte le contexte. Une revue systématique
sur la prévention des escarres concluait sur la nécessité d’essayer d’inclure des
variables sur les soins quotidiens prodigués pour améliorer la prédiction [SULLIVAN

et SCHOELLES, 2013]. Les méthodes de machine learning ont déjà été utilisés pour
prédire les escarres et ont donné des résultats prometteurs, en particulier dans le
cadre des soins intensifs [KAEWPRAG et al., 2015 ; ALDERDEN et al., 2018 ; LADIOS-
MARTIN et al., 2020].

Quelques études menées dans des maisons de retraites présentaient plusieurs
limites, comme un petit ensemble de données, une faible sensibilité ou une fenêtre
de prédiction trop courte pour mettre en place un traitement préventif efficace [HU

et al., 2020 ; SONG et al., 2021]. En Corée, [LEE et al., 2021] ont étudié des méthodes
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de machine learning pour prédire la prévalence des escarres dans 60 maisons de
repos à partir des caractéristiques des établissements et des profils agrégés des
résidents, mais ils n’ont pas exploré la prédiction individuelle d’escarre.

5.3 Prétraitement spécifique

Nous nous sommes concentrés uniquement sur la survenue de la première escarre
d’un résident dans l’établissement, ce qui était plus facile à gérer d’un point de vue
temporel. Cliniquement, cela a du sens, car une fois qu’une escarre a été déclarée, le
risque de refaire une escarre reste élevé dans tous les cas. L’objectif était donc de
prédire la survenue de la première escarre dans l’établissement.
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Fig. 5.4. : Distribution de l’apparition de la première escarre dans les EHPAD en pourcentage
cumulé. La ligne noire indique que 50% des escarres ont lieu avant 725 jours.

Nous avons fixé 3 objectifs temporels de prédiction : 1 mois avant l’escarre, 2 et
3 mois avant. Ainsi, trois jeux de données différents sont créés en accord avec ces
temporalités. Pour avoir un cas d’escarre, il faut qu’une escarre soit déclarée dans les
pathologies du résident après l’admission du résident, ou qu’un pansement escarre
soit présent dans le plan de soin ou dans les transmissions. Ainsi, si le résident est un
cas d’escarre, nous regardons ses données 1 mois avant la survenue de sa première
escarre pour le premier jeu de données, 2 mois avant pour le deuxième et 3 mois
avant pour le troisième.

Les cas témoins, eux, sont les personnes qui n’ont pas eu d’escarre renseignée dans
leur dossier. Pour choisir la temporalité où les données sont étudiées, le système
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est plus complexe. Dans un premier temps, nous utilisions les dernières données
disponibles pour les cas témoins, mais cela correspond souvent à la fin de vie du
résident et engendrait donc des biais (état aggravé). Un système de dates index
reflétant la distribution d’apparition de la première escarre a alors été créé à partir de
la figure 5.4. Cette répartition est expliquée dans le graphe ci-dessous. De manière
pratique, nous avons calculé dans l’ensemble des données de cas les déciles du délai
de survenue d’une escarre depuis l’admission dans l’établissement, ce qui a permis
de définir 10 groupes. Les résidents du groupe de contrôle ont été sélectionnés au
hasard dans l’un des dix groupes, et leur date index a été déterminée sur la base du
délai attribué.

escarre pas escarre

( t0 , tf )

( t0 , tf )

t0 - te  < 3 mois

( t0 , te )

t0 -  te ?

t0 - te  ≥  3 mois

→ Données à te - 1 mois
→ Données à te - 2 mois 
→ Données à te - 3 mois

Loi de distribution de te sous forme de déciles :
tr =  [0, 18 jours, 3.5 mois, 9.6 mois, 1.4 annnée, 2.2
années, 3 années, 4.1 années, 5.6 années, 8 années]

≤ 1 mois ≤ 2 mois < 3 mois

→ Données à
 te - 1 mois

→ Données à te - 1 mois
→ Données à te - 2 mois Suppression

t0 = date entrée
tf = date où les dernières données sont disponibles (décès, séjour en cours, sortie de l'établissement, ...)
te = date de l'escarre
tr  = date aléatoire tiré selon la loi de distribution de l'apparition de la première escarre

Tirage aléatoire dans tr parmi tf  > tr  :
→ Données à tr

Légende

Fig. 5.5. : Arbre représentant la gestion de la temporalité des données

Les variables liées aux échelles de Braden et Norton avaient été supprimées en
4.3.4, car très peu remplies. Nous ne l’avons pas remis en question malgré les
possibles informations sur des facteurs de risques qu’elles contiennent. En effet,
en gardant en perspective l’implémentation des modèles en routine clinique, nous
ne voulions pas qu’il puisse devenir important d’avoir effectué au préalable une
évaluation de risque d’escarre pour que notre outil prédise précisément le risque
d’escarre.

Nous avons finalement obtenu 148 variables. Un dernier tri a été effectué en
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éliminant les lignes avec trop de valeurs manquantes. Nous avons utilisé seulement
les résidents avec moins de 10 valeurs manquantes au total. Cela correspond unique-
ment à une suppression de 1.4 % de lignes, pour les trois bases de données, montrant
que nous en avons finalement très peu. La méthode utilisée pour la complétion des
dernières valeurs manquantes est celle des k plus proches voisins, présentée en 2.4,
avec ici k “ 5.

5.4 Implémentation du classifieur de réseau bayésien

Nous avons utilisé la bibliothèque pyAGrum, qui permet de construire des modèles
et des algorithmes pour les modèles graphiques probabilistes en Python [DUCAMP

et al., 2020]. Plus précisément, le module skbn permet de créer des classifieurs
binaires et multi-classes qui utilisent un réseau bayésien pour prédire, tout en étant
compatibles avec les fonctions de scikit-learn. Nous appellerons ces classifieurs
"BNClassifier". Plusieurs méthodes d’apprentissage, présentées dans la section 1.4.3,
sont disponibles : Chow-Liu, naive Bayes, TAN, MIIC, Greedy Hill Climbing et Tabu
list searching. Il est de même possible d’ajouter un a priori de type Smoothing, BDeu
ou Dirichlet (voir section 1.4.2), et un type de score parmi AIC (Akaike information
criterio), BIC (Bayesian Information criterion), BD (Bayesian-Dirichlet), BDeu, K2,
log2 likelihood ratio test (voir section 1.4.3). Des contraintes sur la structure peuvent
aussi être imposées.

Puisque nous sommes dans un contexte de prévention où nous voulons éviter un
maximum les faux négatifs, nous avons choisi d’optimiser nos modèles selon un
score agrégeant la précision et le rappel, tout en donnant deux fois plus de poids au
rappel : le Fβ“2 score, tel que défini en 2.3.1 et que nous nommerons F-2 score.

Les différentes méthodes, combinées aux différents a priori ou scores ont donc été
testés, et les paramètres qui optimisaient le F2-score était finalement la méthode
d’apprentissage MIIC, sans a priori ni score particulier. Il n’est pas étonnant que les
a priori ne soient pas nécessaires ici, car nous avons une base de données de grande
taille. De plus, la méthode MIIC étant basée sur des contraintes, les scores ne sont
pas compatibles. Nous n’avons pas, par contre, exploré la possibilité d’ajouter des
contraintes, car nous voulions rester dans un contexte d’apprentissage du modèle à
partir des données uniquement. Les courbes ROC et précision-rappel sont tracées à
chaque fois à partir de l’échantillon d’apprentissage, pour permettre de choisir le
seuil. De la même façon, nous avons privilégié un seuil permettant d’optimiser le
F2-score.
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La plupart des variables sont binaires ("présence" ou "absence"), mais les variables
liées à l’évaluation AGGIR, elles, peuvent prendre trois valeurs ("indépendance",
"dépendance partielle", "dépendance"). Il y a aussi des variables qui ont été discré-
tisées de façon experte, comme décrit précédemment (4.3.3). La variable ayant le
plus de modalités (11) que nous voulions garder ainsi est la différence de GIR entre
l’admission et actuellement. Cela correspond donc au seuil à partir duquel nous dis-
crétisons les variables. Les 21 variables continues restantes ont été discrétisées en 18
catégories maximum, en utilisant la méthode des quantiles. Le nombre de catégories
dans lequel discrétiser a été testé entre 5 et 20 et celui optimisant les résultats en
termes de F2-score a été gardé. Puisque des temporalités étaient fixées pour les cas
témoins, la variable "durée après entrée" ne pouvaient pas être discrétisées de la
même façon pour ne pas prendre le risque que les cas témoins et les cas d’escarres
se retrouvent dans des catégories différentes. Pour cette variable uniquement, nous
avons donc discrétisé en déciles.

5.5 Prédiction de l’escarre 1 mois avant son
apparition

Les données de 58 368 résidents ont été utilisées et parmi eux, 16 942 ont
développé une escarre, correspondant à taux de cas positifs de 29%. Pour entraîner
le classifieur, 75% des données ont été utilisées. Les 25% restant ont été utilisés
pour la validation. La taille de ce jeu de données était suffisamment importante pour
permettre une simple séparation aléatoire et non une validation croisée.

Nous avons confronté le F2-score, F1-score, précision, rappel, accuracy (voir
section 2.3.1) avec d’autres modèles de machine learning de scikit-learn [PEDREGOSA

et al., 2011] et XGBoost [T. CHEN et GUESTRIN, 2016] que nous avons présentés
en 2.1 et en 2.2. Nous avons aussi comparé avec le classifieur QDA (Quadratic
Discriminant Analysis) de scikit-learn. Il s’agit d’une méthode probabiliste simple
avec une frontière de décision quadratique [HASTIE et al., 2009].

5.5.1 Résultats graphiques

L’interprétabilité du modèle nous a permis d’étudier le réseau bayésien obtenu,
présent en entier en figure 5.6. Sa grande taille rend sa compréhension difficile.
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Fig. 5.6. : Réseau bayésien entier obtenu. La couleur des variables indique la distance à la
cible en termes de couverture de Markov, la légende détaillée est disponible en
annexe en table B.1.
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Nous avons donc plus précisément étudié la frontière de Markov de la cible escarre
(pressure_ulcer), définie en 1.3.2, et questionné des experts en gériatrie à son sujet.
Les variables de la frontière de Markov (en figure 5.7) et leurs valeurs de Shapley
(figure 5.8) ont été étudiées par des gériatres, qui les ont jugées cohérentes avec les
connaissances cliniques et la littérature. Les valeurs de Shapley conditionnelles ont
été obtenues grâce au module explain de pyAgrum et nous avons utilisé la librairie
SHAP pour les illustrer.

En effet, les variables sélectionnées par le modèle comprenaient la dépendance
aux transferts (transfers_dependance), venant de l’évaluation AGGIR, qui est
fortement liée à une mobilité réduite, un facteur de risque classique pour l’escarre.
De plus, elles contiennent une hospitalisation récente (last_hospitalization), qui
est souvent associée à des facteurs favorisant l’escarre, comme une maladie aiguë,
une aggravation de l’immobilité, une mauvaise alimentation et une inflammation
systémique [DWYER et al., 2014]. Une troisième variable sélectionnée par le modèle
était la durée actuelle du séjour en EHPAD (delay_after_admission). En effet,
un séjour plus long en EHPAD est associé à une avancée en âge, au déclin de
l’autonomie et à une durée plus longue des maladies chroniques, facteurs qui
pourraient privilégier l’apparition de l’escarre.

pressure_ulcer

delay_after_admission

last_hospitalization

transfers_dependence

Fig. 5.7. : Frontière de Markov de la cible escarre (pressure_ulcer) du BNClassifier 1
mois avant. En gris, un arc présent dans le réseau bayésien inutilisé dans la
construction de la frontière de Markov.
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Fig. 5.8. : Valeurs de Shapley des variables de la frontière de Markov de niveau 1.
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Il est important de souligner que, parmi les 148 variables disponibles, le réseau
bayésien n’a identifié que 3 variables nécessaires pour prédire la survenue de l’escarre
un mois avant. Nous nous sommes donc demandés de quelles autres variables plus
précisément ces trois variables résumait l’information, et nous avons donc calculé la
couverture de Markov de niveau 2 (figure 5.9) qui comprend 39 variables, triées
dans la table 5.1, et liées à la dépendance, à l’hospitalisation, aux chutes et aux
fractures du fémur, aux maladies infectieuses et au diabète, à la perte de poids et
au manque de participation aux activités de loisirs, qui ont aussi été considérées
comme pertinentes par les experts.
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Fig. 5.9. : Représentation dans la couverture de Markov de niveau 2 de notre cible. La
couleur des variables indique la distance à la cible en termes de couverture de
Markov, la légende détaillée est disponible en annexe en table B.1.
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Type Variables
Démographique sexe

Poids 6 mois tendance poids
6 mois différence poids
3 mois différence poids

dernier poids
Variables liées au GIR évolution niveau GIR

niveau GIR admission
habillage bas du corps admission

utilisation couverts admission
dépendance transferts admission

cohérence discours
cohérence comportement

orientation temps
toilette bas du corps

habillage haut du corps
habillage bas du corps

utilisation couverts
dépendance repas

hygiène élimination urinaire
mobilité intérieure
mobilité extérieure

Activités nombre participation activités
délai dernière participation activités

Maladies état grave PATHOS
infection
diabète

Hospitalisation 1 mois tendance hospitalisation
nombre hospitalisation

antécédent hospitalisation
Chutes et fractures 3 mois tendance chutes

1 mois tendance chutes
nombre chutes

délai dernière chute
antécédent fracture fémur
antécédent fracture hanche

Médicaments psychostimulants
bronchodilatateurs

Tab. 5.1. : Variables présentes dans la couverture de Markov de niveau 2 de la cible,
représentée en 5.9. Les variables sont triées par type.
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5.5.2 Résultats numériques et comparaison avec d’autres
méthodes

La courbe ROC et la courbe de précision-rappel offrent une évaluation complète
des performances du classificateur à différents seuils de classification. Elles sont
ici tracées dans la figure 5.10 à partir d’un échantillon d’apprentissage, pour nous
permettre de visualiser le seuil de probabilité choisi. Le choix d’un seuil conven-
tionnel, tel que le point optimal de la courbe ROC, peut permettre d’obtenir une
précision légèrement supérieure, mais au détriment d’une réduction importante du
rappel. Dans ce contexte, la sélection d’un seuil qui maximise le F2-score est apparue
comme un choix plus approprié.

Fig. 5.10. : Courbes ROC et précision-rappel du BNClassifier pour la prédiction d’escarre 1
mois avant (le point rouge correspond au seuil minimisant la distance au point
idéal de la courbe ROC, et le point bleu, celui maximisant le F2-score).

Pour vérifier comment se comporte BNClassifier sur d’autres données que celles
de l’apprentissage ainsi qu’analyser sa robustesse, nous avons répété 25 fois les
séparations aléatoires entre échantillons d’apprentissage et échantillons de validation.
Chaque modèle a donc été appris sur un ensemble d’apprentissage et testé sur
l’ensemble de validation complémentaire 25 fois différentes. Les résultats sont donc
exprimés en moyenne. Les modèles sont classés par ordre décroissant des valeurs
du score F2. Pour chaque colonne, la valeur en gras indique le meilleur score
(maximum). Les intervalles de confiance sont disponibles en annexe et montrent
que les résultats sont stables sur l’ensemble des échantillons de validation.

Si l’on considère le F2-score comme notre principale métrique d’évaluation, le
BNClassifier a surpassé toutes les autres méthodes pour prédire les escarres. Tou-
tefois, si l’on examine l’accuracy globale, notre méthode affiche des performances
comparativement plus faibles. Il est important de noter que l’accuracy mesure la
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capacité du classificateur à classer correctement les instances dans toutes les classes
sans tenir compte des déséquilibres entre les classes. Dans notre ensemble de don-
nées, les cas d’escarres représentaient environ 29 % des échantillons, ce qui signifie
qu’un classificateur qui ne prédit que les classes négatives obtiendrait une précision
d’environ 71 %, similaire au résultat de Random Forest. Ces résultats soulignent
que le BNClassifier a excellé dans la classification correcte des instances positives
avec une précision élevée, mais au prix d’un plus grand nombre de faux positifs.
On remarque par ailleurs que les scores exposés dans la courbe précision-rappel
calculés sur un échantillon d’apprentissage, sont très proches de ceux obtenus en
moyenne sur les échantillons de validation, montrant que le modèle n’effectue pas
de surapprentissage.

F2-score F1-Score Précision/ Rappel/ Accuracy
VPP Sensibilité

BNClassifier 0.67 0.47 0.32 0.94 0.40
QDA 0.50 0.45 0.39 0.56 0.60

Naïve Bayes 0.47 0.55 0.38 0.63 0.60
Decision Tree 0.47 0.55 0.38 0.63 0.60

MLP 0.37 0.39 0.44 0.36 0.68
XgBoost 0.33 0.39 0.56 0.30 0.73

AdaBoost 0.24 0.30 0.56 0.21 0.72
Logistic Regression 0.21 0.27 0.56 0.18 0.72

Random Forest 0.14 0.20 0.65 0.12 0.72

Tab. 5.2. : F2-score et autres métriques évaluant les performances des différents modèles
pour la prédiction à un mois des escarres chez les résidents en EHPAD.

Cependant, notre étude présente certaines limites qui reviendront au fil des
applications. La qualité des données du dossier médical est imparfaite, avec certaines
valeurs manquantes que nous ne pouvons pas repérer et éventuellement des erreurs
et, pour les variables qui changent avec le temps, la fréquence d’acquisition varie
fortement d’un résident à l’autre.

Et, plus particulièrement à cette application, le stade de l’escarre n’était pas
disponible dans la plupart des dossiers. Il est probable que les escarres de stade 1
aient donc été largement sous-diagnostiquées ou sous-déclarées. De même, nous
n’avons pas pu trouver dans le dossier des indications sur des soins préventifs aux
escarres, ce qui aurait indiqué un risque repéré par les soignants, et potentiellement
un faux négatif expliqué par la prise en charge des soignants qui ont réussi à éviter
l’escarre.
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5.6 Prédiction de l’escarre 2 mois avant son
apparition

De la même façon, nous avons appliqué les mêmes méthodes pour créer et évaluer
un classifieur qui prédit les escarres deux mois avant leur survenue. Ici, nous utilisons
une base de 57 503 résidents avec 27.95% de cas positifs.

5.6.1 Résultats graphiques

La frontière de Markov que l’on peut voir en figure 5.11 est ici de plus grande
taille, avec une seule variable en commun du modèle précédent : la dépendance
dans les transferts. La dénutrition revient deux fois, sa présence (ou absence) à la
fois dans le dossier médical et dans l’évaluation PATHOS. Il parait logique que les
deux variables soient dépendantes entre elles, mais nous ne pouvions pas les agréger,
car les informations n’avaient pas forcément la même temporalité.

escarre

denutrition

infection_pathos

denutrition_pathos

insuffisance_renale_pathos med_demence

osteoporose

incontinence dependance_transfert_gir

Fig. 5.11. : Frontière de Markov de la cible escarre du BNClassifier 2 mois avant. En gris,
les arcs présents dans le réseau bayésien inutilisés dans la construction de la
frontière de Markov.

L’analyse des valeurs de Shapley, en figure 5.12, nous indique que c’est bien une
haute dépendance dans les transferts. C’est aussi la prise de médicament pour la
démence et une indication de dénutrition dans le dossier médical qui sont aussi
des variables explicatives du modèle. L’absence de dénutrition dans la dernière
évaluation PATHOS impacte ici positivement le risque d’escarre. Une dénutrition
présente dans le dossier médicale, mais pas dans l’évaluation PATHOS pourrait
indiquer une dénutrition qui s’est déclarée récemment et que l’évaluation PATHOS
n’est pas encore à jour. On retrouve donc des facteurs de risques connus des escarres.
Par contre, on observe que la présence d’une infection dans l’évaluation PATHOS
augmente le risque d’être classé négativement en risque d’escarre, mais que son
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absence n’impacte pas la prédiction. Il est difficile d’interpréter ceci, mais on pourrait
imaginer que des signes d’infection augmentent l’attention du personnel soignant
sur un résident et sur son risque d’escarre, qui a donc été évité. En effet, nous savons
qu’il y a des actions du personnel soignant auquel nous n’avons pas pu avoir accès et
qui pourraient aider le modèle. Par ailleurs, il est plus difficile d’analyser l’impact de
l’incontinence, l’insuffisance rénale et l’ostéoporose, mais ils sont aussi des facteurs
de risques.
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Fig. 5.12. : Valeurs de Shapley des variables de la frontière de Markov du BNClassifier 2
mois avant.

5.6.2 Résultats numériques et comparaison avec d’autres
méthodes

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0
False positive rate

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0

Tr
ue

 p
os

iti
ve

 ra
te

0.2560

0.1955

AUC=0.6254
F1=0.4519

ROC

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0
Recall

0.0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1.0

Pr
ec

isi
on

0.1955
0.2560

AUC=0.3762
F1=0.4646

Precision-Recall
bn_2m vs dataframe - escarre=1

Fig. 5.13. : Courbes ROC et précision-rappel du BNClassifier pour la prédiction d’escarre 2
mois avant (le point rouge correspond au seuil minimisant la distance au point
idéal de la courbe ROC, et le point bleu, celui maximisant le F2-score).
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La courbe précision-rappel présente en figure 5.13 nous indique qu’ici, le seuil
optimisant le F1-score permet déjà d’obtenir un rappel élevé. Le seuil optimisant
le F2-score lui, se situe tout à droite, avec un rappel presque parfait, mais un FPR
quasiment à 1. Ainsi, la plupart des cas sont classés positivement. Le choix d’utiliser
le seuil du F1-score parait ici plus adapté.

F2-score F1-Score Précision/ Rappel/ Accuracy
VPP Sensibilité

BNClassifier 0.64 0.46 0.32 0.85 0.45
Naive Bayes 0.54 0.45 0.35 0.62 0.58

QDA 0.50 0.42 0.34 0.57 0.57
Decision Tree 0.35 0.34 0.33 0.35 0.62
Neural Net 0.33 0.34 0.37 0.32 0.66

XgBoost 0.21 0.26 0.47 0.18 0.71
Logistic Regression 0.10 0.15 0.50 0.09 0.72

AdaBoost 0.10 0.15 0.48 0.09 0.72
Random Forest 0.07 0.10 0.51 0.06 0.72

Tab. 5.3. : F2-score et autres métriques évaluant les performances des différents modèles
pour la prédiction à deux mois des escarres chez les résidents en EHPAD.

Les résultats numériques présents en table 5.3 suivent les mêmes tendances que
les précédents pour le modèle 1 mois avant. Le modèle est quasiment aussi précis,
mais un peu moins sensible. BNClassifier reste quand même le meilleur en termes
de F1-score, de F2-score et de Rappel. Les modèles avec une accuracy de 0.72, mais
un rappel extrêmement bas sont en réalité des modèles que ne prédisent quasiment
que des cas négatifs, donc sans escarre.

5.7 Prédiction de l’escarre 3 mois avant son
apparition

Les mêmes méthodes ont été appliquées pour prédire le risque de façon encore
plus lointaine, ici 3 mois avant sa survenue. La base de données utilisée se compose
de 56 708 résidents avec ici 26.98% de cas positifs.
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5.7.1 Résultats graphiques
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Fig. 5.14. : Frontière de Markov de la cible escarre du BNClassifier 3 mois avant. En gris,
les arcs présents dans le réseau bayésien inutilisés dans la construction de la
frontière de Markov.

Le nombre de variables sélectionnées par le réseau bayésien augmente encore,
comme nous pouvons le voir en figure 5.14. Beaucoup de variables du modèle 2
mois avant sont reprises et l’analyse des valeurs de Shapley en figure 5.15 nous
permet de tirer les mêmes conclusions. Deux nouvelles variables sont présentes
dans la couverture de Markov : la présence ou l’absence d’affections neurologiques
dans l’évaluation PATHOS, ainsi que la capacité d’orientation dans le temps indiqué
dans l’évaluation AGGIR. Ces deux variables sont liées à une détérioration de l’état
cognitif, facteur de risque que nous avons déjà évoqué pour les escarres.
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Fig. 5.15. : Valeurs de Shapley des variables de la frontière de Markov du BNClassifier 3
mois avant.
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5.7.2 Résultats numériques et comparaison avec d’autres
méthodes
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Fig. 5.16. : Courbes ROC et précision-rappel du BNClassifier pour la prédiction d’escarre 3
mois avant (le point rouge correspond au seuil minimisant la distance au point
idéal de la courbe ROC, et le point bleu, celui maximisant le F1-score).

Sur la figure 5.16, nous pouvons faire la même analyse que pour le modèle 2 mois
avant. Le seuil optimisant le F1-score est donc utilisé.

F2-score F1-Score Précision/ Rappel/ Accuracy
VPP Sensibilité

BNClassifier 0.62 0.45 0.31 0.84 0.44
Naive Bayes 0.53 0.44 0.34 0.61 0.58

QDA 0.49 0.41 0.33 0.56 0.56
Arbre de décision 0.33 0.33 0.32 0.34 0.62

MLP 0.32 0.33 0.36 0.31 0.66
XgBoost 0.18 0.23 0.45 0.15 0.72

AdaBoost 0.07 0.10 0.49 0.06 0.73
Regression Logistique 0.07 0.1 0.51 0.06 0.73

Random Forest 0.05 0.08 0.52 0.04 0.73

Tab. 5.4. : F2-score et autres métriques évaluant les performances des différents modèles
pour la prédiction à trois mois des escarres chez les résidents en EHPAD.

La table 5.4 nous montre des résultats quasiment similaires au modèle de 2
mois, avec une très légère baisse. Ainsi, plus le modèle est proche, meilleure est la
qualité de la prédiction. Les résultats des autres modèles suivent aussi les mêmes
tendances.
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5.8 Escarre développée à l’hôpital

Dans notre contexte, il est important de différencier les escarres développées
en EHPAD des escarres développées au cours d’une hospitalisation. En effet, la
prévention que nous pouvons mettre en place dans l’EHPAD pour l’éviter ne suivra
pas nécessairement lors de l’hospitalisation. La littérature sur le sujet utilise le terme
"HAPI" pour "Hospital-Acquired Pressure Injuries" et des méthodes de machine learning
sont aussi utilisées dans ce contexte [DWEEKAT et al., 2023].

Nous avons donc effectué une analyse dans nos données en examinant le délai
entre la première escarre et la dernière hospitalisation, s’il y en a eu une. Seule la
date d’entrée en hospitalisation est indiquée, mais les escarres déclarées en dehors
de l’EHPAD ne sont pas prises en compte.

Il y 49.86% des résidents ayant eu une escarre qui a eu une hospitalisation au
préalable, mais les délais vont de quelques jours à plusieurs années.
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Fig. 5.17. : Répartition des délais entre hospitalisation et escarre en jours

Dans la figure 5.17, on aperçoit un pic à 9 jours, donnant l’impression que la
plupart des escarres sont déclarées à ce moment-là. Si nous utilisons la somme
cumulée pour analyser le pic à l’échelle du nombre d’hospitalisations globale, nous
obtenons la figure 5.18.
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Fig. 5.18. : Répartition des délais entre hospitalisation et escarre en jours en cumulé du
pourcentage de la base de cas d’escarre

La présence d’un pic d’incidence d’escarres autour de 9 jours après l’hospitalisation
peut sembler préoccupante, mais il convient de le mettre en perspective avec l’évolu-
tion globale de l’incidence d’escarres en EHPAD. Si l’hospitalisation n’avait aucun
impact sur l’incidence d’escarres, on s’attendrait à observer un nombre constant de
déclarations d’escarres par jour sur une période raisonnable de la vie en EHPAD.
C’est une hypothèse un peu forte, mais qui permet de poursuivre l’analyse.

Sur la figure 5.18, on observe une zone de linéarité aux alentours d’une cinquan-
taine de jours. En utilisant une analyse contrefactuelle, nous pouvons construire une
droite (figure 5.19) représentant l’évolution du nombre d’escarres si l’hospitalisation
n’avait aucun impact. Cette droite est obtenue en translatant la courbe bleue à partir
de 40 jours. Si nous calculons la régression linéaire ajustée entre 40 et 80 jours,
l’équation est y “ 32.43x ` 2549.
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Fig. 5.19. : Répartition des délais entre hospitalisation et escarre en jours en cumulé du
nombre de la base de cas d’escarre entre 1 et 140 jours. La droite représente
une régression linéaire qui s’ajuste sur la courbe entre 40 et 80 jours avec un
R2 “ 0.99 et dont l’équation est y “ 32.43x ` 2549.
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Cette hypothèse nous permet donc de conclure que le nombre d’escarres attri-
buables à l’hospitalisation est de 2549 dans notre base de données, ce qui est
relativement rare.

Par ailleurs, on peut observer que le décrochage de la courbe est important jusqu’à
une vingtaine de jours. L’influence de l’hospitalisation dure ainsi jusqu’à 20 jours,
sachant que nous utilisons dans le modèle uniquement des valeurs à partir de 30
jours avant l’escarre. Notre système ne devrait donc pas être impacté par ces cas.

De plus, si nous analysons la prédiction de nos BNClassifieur sur ces cas particuliers
ayant eu une hospitalisation moins de 30 jours avant la survenue de l’escarre, on
observe que ces cas ont été classés comme positif à 99.90% pour le modèle 1 mois
avant, 78.892 % pour 2 mois avant et 77.63 % pour 3 mois avant. Ainsi, bien que
l’algorithme n’ait pas accès à l’information sur cette hospitalisation, à un mois, il
prédit que ces résidents sont à risque. À deux et à trois mois, ils le prédisent aussi
dans la grande majorité des cas, mais à l’image des résultats généraux des modèles,
ils sont un peu moins sensibles. L’hospitalisation est donc un facteur aggravant, mais
pas déclenchant.

5.9 Évaluation de l’échelle de Braden et comparaison

Dans la base de données, les résidents dont le risque d’escarre avait été évalué
par l’échelle de Braden ont été identifiés, cet outil étant largement plus utilisé que
l’échelle de Norton. Cela a permis de comparer ses résultats avec notre classifieur de
réseau bayésien calculé au même moment et dans le même échantillon, ainsi qu’avec
le reste des résidents. La prédiction du risque par l’échelle de Braden avec un seuil
à 12, correspondant au score maximum qui permet d’obtenir un risque élevé (voir
figure 5.3), et le classifieur ont été comparés à la présence/absence d’escarre un
mois plus tard.

Parmi les 37 231 dossiers résidents analysés, seulement 5.6 % avait un résultat
d’échelle de Braden. Parmi eux, 33 % ont développé une escarre un mois plus
tard. Cela contraste avec l’occurrence plus faible d’escarre (16 %) parmi les 35 121
résidents qui n’ont jamais eu d’échelle de Braden effectué. Cela montre que le simple
fait d’effectuer une échelle de Braden est un meilleur prédicteur d’un risque élevé
de développer une escarre que le résultat de l’échelle en elle-même. Il est probable
que le personnel soignant réalise une évaluation préventive uniquement lorsque son
impression clinique indique qu’il existe un risque. Les matrices de confusion des
prédictions de l’échelle de Braden, de notre BNClassifier obtenu sur les résidents
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qui ont été évalués par l’échelle de Braden (la population à haut risque) et du
BNClassifier sur le reste des résidents (population à plus faible risque) sont présentes
en Table 5.5.

État Échelle de Braden
1 mois après Risque escarre Pas de risque Total

Escarre 107 588 695
Pas d’escarre 125 1 290 1 415

Total 232 1 878 2 110

BNClassifier (HR)
Risque escarre Pas de risque Total

Escarre 693 2 695
Pas d’escarre 1 405 10 1 415

Total 2 098 12 2 110

BNClassifier (FR)
Risque escarre Pas de risque Total

Escarre 4 867 789 5 655
Pas d’escarre 2576 26 889 29 465

Total 7 443 2 7678 35 121

Tab. 5.5. : Matrices de confusion de l’échelle de Braden, du BNClassifier dans l’échantillon
à haut risque (HR) et à faible risque (FR) selon l’équipe médicale.

La sensibilité et spécificité pour les trois matrices de confusions sont présentes
en Table 5.6. La performance de l’échelle de Braden est faible, avec une sensibilité
à 0.15, indiquant qu’elle sous-estime largement le risque de survenue d’escarre.
La sensibilité du BNClassifier dans la population FR est nettement meilleure que
celle obtenue par l’échelle de Braden dans la population HR. Dans cette même
population, la sensibilité à 0.99 et la spécificité à 0.01 du BNClassifier montrent
qu’il capture essentiellement l’impression clinique : quasiment tous les cas identifiés
par le personnel soignant le sont aussi par notre méthode. Ces résultats soulignent
la pertinence des professionnels de santé, mais il faut noter que leurs facteurs
déterminants ne sont pas connus et ne peuvent pas facilement être traduits en
règles de décisions. Par ailleurs, dans la population FR, le BNClassifier identifie un
grand nombre de vrais positifs qui semblent non identifiés par le personnel soignant,
certainement par manque de temps ou de ressources.
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Échelle de BNClassifier BNClassifier
Braden (HR) (FR)

Sensibilité 0.15 0.99 0.86
Spécificité 0.91 0.01 0.91

Tab. 5.6. : Sensibilité et Spécificité de l’échelle de Braden, du BNClassifier dans l’échantillon
à haut risque (HR) et à faible risque (FR).

La principale limite de notre étude est liée au pourcentage plutôt faible de résidents
évalués par une échelle de Braden, sélectionnés sur la base d’une impression clinique.
De plus, nous ne pouvons exclure que chez les résidents avec un score de Braden
positif, le personnel soignant ait commencé un protocole préventif pour éviter la
survenue d’escarre, réduisant ainsi son incidence. Ainsi, une meilleure comparaison
de l’efficacité de l’échelle de Braden et du BNClassifier pourrait être réalisée en
évaluant le risque d’escarre par les deux méthodes sur des échantillons aléatoirement
sélectionnés.

Pour évaluer le risque de survenue d’escarre, notre BNClassifier donne de meilleurs
résultats que l’outil actuel de référence : l’échelle de Braden, qui a une sensibilité
faible et sous-estime le risque d’escarre dans une grande proportion de résidents.
Ainsi, 588 résidents avec une échelle de Braden qui ne donnait pas de risque
important développaient une escarre dans le mois suivant.

Nous avons observé que l’impression clinique du personnel soignant menant
à effectuer une échelle de Braden a une valeur prédictive intéressante, que le
BNClassifier retrouve presque parfaitement de façon automatique, sans intervention
du personnel soignant nécessaire. Notre méthode a aussi de bons résultats sur la
population à plus faible risque, ce qui en fait un outil légitime d’aide à la décision
pour la population à risque d’escarre. Le réseau bayésien capte donc la connaissance
experte et son intérêt supplémentaire est qu’il peut l’appliquer sur toute la population
automatiquement.

5.10 Application logicielle : NETSmart

Les résultats prometteurs dans la prédiction d’escarre en EHPAD ont rapidement
voulu être implémentés par Teranga Software dans leur logiciel NETSmart, option
spécialisée dans l’aide à la décision médicale de NETSoins.

136 Chapitre 5 Prédiction de la survenue de la première escarre en EHPAD



Fig. 5.20. : Pipeline allant jusqu’à l’implémentation dans NETSmart.

Plusieurs réseaux bayésiens ont donc été obtenus selon les modèles, nous avons
donc exporté leur frontière de Markov.

Pour les intégrer, nous avons utilisé le module metaGenBayes qui permet de
transcrire les calculs d’inférence probabiliste d’un réseau sous la forme de fonctions
en PHP, le langage utilisé dans NETSoins. Ainsi, à partir de valeurs des observations,
ces fonctions calculent les distributions des cibles. Ce module est capable de générer
du code dans plusieurs langages de destination et est disponible sur le GitLab
d’aGrUM/pyAgrum. Après une phase d’optimisation des équipes de Teranga, ce code
a ainsi pu être intégré directement dans NETSmart. Avec ces fonctions, on obtient
donc 3 probabilités associées aux 3 temporalités à partir d’un profil de résident. Si la
probabilité dépasse le seuil défini, un risque d’escarre est annoncé dans le module
NETSmart avec vue sur tous les résidents ou sur le tableau de bord d’un résident
précis. La temporalité associée dépend du résident, s’il a un risque à 1 mois à afficher
en priorité, sinon risque à 2 mois sinon risque à 3 mois.

NETSmart est un dispositif médical logiciel, de classe IIb selon le Règlement
Européen 2017/745, et dans ce cadre, une investigation clinique doit avoir lieu
avant sa commercialisation. C’est une solution de prédiction de l’escarre et d’aide à
la décision dans les 4 thématiques suivantes :
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• Escarre

• Dénutrition

• Risque iatrogénique

• Risque de chute

Sur la base des données des patients saisies dans NETSoins, NETSmart envoie des
notifications aux utilisateurs, qui informent notamment de l’état de santé des patients
dans les 4 thématiques précitées. Elles fournissent un niveau de risque actuel modéré
à sévère dans ces 4 thématiques : les escarres, la dénutrition, le risque iatrogène et
le risque de chutes, ainsi que la probabilité d’apparition d’escarres (i.e., probabilité
de risque futur à 1, 2 et 3 mois). NETSmart propose des recommandations officielles
(émanant principalement des guides de la Haute Autorité de Santé (HAS)) en lien
avec le risque actuel ou futur décelé. Ces recommandations peuvent être des bonnes
pratiques de suivi, des conseils de prise en charge médicale adaptée ou des conseils
de traitements médicamenteux adaptés.

Deux investigations cliniques sont donc en cours. Une première investigation
clinique avec recueil de données primaires a pour objectif d’évaluer l’utilisation de
NETSmart par des professionnels de santé d’EHPADs français (médecins, infirmiers et
aides-soignants) en démontrant la satisfaction des utilisateurs vis-à-vis de NETSmart
et sa sécurité clinique. Une autre investigation clinique sur données secondaires
est nécessaire, agissant comme validation externe de l’algorithme de la solution
NETSmart pour la prédiction du risque d’escarre. Les données de validation externe
indiqueront, pour chaque patient de la cohorte de validation, la probabilité de
survenue de l’épisode d’escarre calculée par le modèle prédictif ainsi que la donnée
réelle de survenue de l’escarre, et ce, pour chaque horizon temporaire (à 1, 2 et 3
mois après la date de prédiction). Les données individuelles pseudonymisées des
participants seront extraites des EHPAD sélectionnés pour participer à l’étude et
ayant accepté de participer et elles seront issues du logiciel de soins NETSoins.
Les données des personnes seront extraites des établissements et traitées pour être
disponibles au même format que celui sur lequel est utilisé l’algorithme.

Pour conclure, l’application sur les escarres a été la première cible à laquelle
nous nous sommes intéressés et la plus concluante. Bien que les BNClassifier soient
meilleurs lorsque la temporalité est plus proche, ils restent plus performants, selon
nos critères préventifs, que les autres méthodes de classification testées, et que l’outil
principalement utilisé actuellement pour prédire le risque d’escarre en EHPAD :
l’échelle de Braden. De plus, ils repèrent et sélectionnent des variables qui sont
des facteurs de risque d’escarre connu, sans qu’on ait apporté de connaissances
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expertes aux modèles. La principale limite de notre analyse est de ne pas avoir accès
à l’information de prévention d’escarre en cours sur le résident. Il est possible que
des résidents que nous prédisons à risque aient finalement évité l’escarre, car les
soignants ont aussi détecté ce risque et leur prise en charge préventive ont permis de
l’éviter. Cependant, la possibilité fournie par Teranga Software de valider de façon
externe les classifieurs de réseaux bayésiens et par la suite de les ajouter dans leurs
logiciels est extrêmement innovante et permet d’espérer un outil de machine learning
réellement utilisé en routine clinique, comme abordée dans le chapitre 3.
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Dans une seconde expérience, nous avons utilisé les mêmes méthodes pour es-
sayer de prédire, grâce aux réseaux bayésiens, un deuxième événement de santé
défavorable et évitable en EHPAD : l’hospitalisation en urgence des résidents. Nous
définirons tout d’abord la cible et explorons les méthodes actuelles pour la prédire.
Nous présenterons ensuite la base de données utilisée ici avec son prétraitement
spécifique. Enfin, nous exposerons les résultats graphiques et numériques.

6.1 Contexte

Les passages aux urgences et les hospitalisations qui peuvent en découler sont des
enjeux majeurs de santé publique pour les personnes âgées [VEYRON et al., 2019 ;
KAHN et al., 2016 ; WOLINSKY et al., 2008]. En effet, une grande partie des personnes
âgées se rendent aux urgences et subissent des hospitalisations non planifiées, et
cette proportion augmente avec l’âge et la fragilité [HWANG et MORRISON, 2007].
Les séjours aux urgences et les hospitalisations peuvent avoir un impact négatif
sur la santé et l’autonomie des personnes âgées fragiles, avec des conséquences
potentiellement à long terme [BELMIN et al., 2022 ; IWASHYNA et al., 2010 ; CHEN

et al., 2008].

Les situations d’urgence chez les personnes âgées découlent principalement de
circonstances complexes, qui impliquent généralement un événement soudain, la
crise, ainsi qu’un état de fragilité chronique résultant de l’accumulation de diverses
affections fréquentes chez cette population, telles que les maladies et la fragilité so-
ciale, psychologique ou socio-économique [VEYRON et al., 2019 ; PAUL Y. TAKAHASHI

et al., 2016].

Cependant, une grande proportion de ces visites aux urgences pourrait être évitée
[GASPERINI et al., 2017 ; ADAMS, 2013 ; USCHER-PINES et al., 2013]. Ainsi, la mise
en place de stratégies pour identifier les patients à risque et leur permettre d’être
traités en ambulatoire est une piste prometteuse ; et dans les cas où l’hospitalisation
est nécessaire, une admission programmée dans un service adapté est une meilleure
option qu’une hospitalisation après une visite aux urgences, tant que le patient ne se
trouve pas dans une situation de danger vital [HWANG et MORRISON, 2007].
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6.2 État de l’art sur les outils de prédiction du risque

À notre connaissance, aucune échelle de risque n’est actuellement utilisée en
routine clinique pour les hospitalisations en urgence spécifique aux personnes
âgées en EHPAD. Des méthodes de machine learning ont cependant été utilisées
pour développer des outils de prédictions de risque d’urgence chez les personnes
âgées [BELMIN et al., 2022 ; SHELTON et al., 2000 ; GASPERINI et al., 2017 ; PAUL

Y. TAKAHASHI et al., 2016 ; CRANE et al., 2010]. Ces études ont d’ailleurs identifié
des facteurs de risques de passage en urgence chez les personnes âgées comme :

• les comorbidités et la prise de nombreux médicaments [SHELTON et al., 2000 ;
GASPERINI et al., 2017 ; CRANE et al., 2010] ;

• une hospitalisation antérieure [SHELTON et al., 2000 ; CRANE et al., 2010 ;
PAUL Y. TAKAHASHI et al., 2016] ;

• un âge avancé [GASPERINI et al., 2017 ; CRANE et al., 2010] ;

• le fait d’être veuf ou séparé [GASPERINI et al., 2017 ; CRANE et al., 2010].

Il est à noter qu’aucune de ces études ne se concentre ou n’a été validée sur des
résidents en EHPAD.

6.3 Spécificités de prétraitement

Les hospitalisations sont des événements fréquents au cours du séjour en EHPAD.
Plus d’un résident sur deux de notre base de données en subira au moins une. Parmi
ces hospitalisations, certaines seront programmées et certaines auront lieu suite à
une urgence. Ce sont ces dernières qui nous intéressent ici.

Dans le logiciel NETSoins, les hospitalisations font partie des situations admi-
nistratives qui sont saisies et qui peuvent être utiles pour la facturation. Plusieurs
types de mouvements sont associés à l’hospitalisation en urgence : l’hospitalisation,
le passage aux urgences et l’hospitalisation suite à un passage aux urgences. Les
hospitalisations programmées ne sont pas reconnaissables ici, et sont mélangées
dans les hospitalisations "générales" avec probablement quelques hospitalisations
qui ont été en urgences, mais dont cela n’a pas été spécifié. Nous avons donc décidé
d’utiliser ici comme cible uniquement les labels "urgences" et "hospitalisations suite
urgence" que nous avons fusionnés sous le label "hospitalisation_urgence".

À l’origine, nous voulions pouvoir prédire ces urgences à court terme, soit dans
les 14 jours. Seulement, ces événements peuvent arriver plusieurs fois à une même
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personne à différentes temporalités. Cela posait donc des questions de gestion des
données pour ces cas précis. Il faut déjà pouvoir identifier et séparer temporellement
de façon précise les différentes urgences d’un même résident. Nous nous sommes
ainsi questionnés sur la méthodologie permettant de les faire figurer dans une base de
données tabulaire. Il est possible de dupliquer les résidents à différentes temporalités,
mais cela peut augmenter considérablement le nombre de cas positifs de la base
de données et biaiser en augmentant artificiellement le poids des résidents qui
auraient eu beaucoup d’hospitalisations en urgence. Des méthodes de compensation
de cas témoins ont été envisagés, mais aucune solution satisfaisante n’a encore été
trouvée.

Nous avons donc voulu essayer de mettre en avant les résidents qui ont eu au moins
une hospitalisation en urgence dans leur séjour en EHPAD, peu importe le nombre
et de les mettre en opposition à ceux qui n’en ont jamais eu. Pour cela, prédire le
risque d’un résident de faire une urgence pendant son séjour avec les données à
entrée dans l’établissement semblait pertinent d’un point de vue clinique.

Nous avons donc utilisé le marqueur temporel à 18 jours après l’admission. Les
variables calculant des évolutions temporelles sur trois mois et six mois ont donc
été enlevées. Nous avons aussi observé qu’au bout de 18 jours en EHPAD, 84 %
des résidents n’avait pas encore d’évaluation PATHOS effectuée, contrairement
à l’évaluation AGGIR qui avait été faite chez 59 % des résidents. Cela n’est pas
très étonnant, l’évaluation PATHOS est généralement faite pour tous les résidents
en même temps de façon annuelle, et est donc difficilement exploitable à cette
temporalité. Toutes les variables liées à cette évaluation ont donc été supprimées
pour cette cible. Cependant, nous avons gardé uniquement les résidents avec un
niveau GIR, mais nous n’avons pas effectué d’autre tri sur les lignes avec des valeurs
manquantes.

Nous obtenons donc une base de 114 variables et de 64 547 lignes avec 17 120
cas positifs d’urgence, soit 26.52 %. Une comparaison des caractéristiques démogra-
phiques a été effectuée entre les deux populations en table 6.1. En ce qui concerne
l’âge et le sexe, les deux populations étudiées sont similaires et présentent une
certaine homogénéité. On remarque par contre que les cas témoins avec une dépen-
dance très sévère sont bien plus importants que chez les personnes qui ont eu une
urgence.
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Cas urgence Cas témoins
Variable (n = 17 120) (n = 47 427)

Âge, moyenne (écart-type) 86.36 (7.39) 85.82 (7.70)

Pourcentage de femmes 68.38 % 70.89 %

Niveau de dépendance :
GIR1 (très sévère) 3.90 % 10.52 %
GIR2 (sévère) 34.48 % 35.71 %
GIR3 (modéré/sévère) 23.33 % 19.25 %
GIR4 (modéré) 30.86 % 25.36 %
GIR5 (léger) 4.99 % 5.04 %
GIR6 (pas de dépendance) 2.44 % 4.11 %

Tab. 6.1. : Caractéristiques démographiques des cas d’hospitalisation en urgence et des cas
témoins de la base de données utilisée

6.4 Résultats graphiques

La frontière de Markov obtenue par BNClassifier sur le jeu de données d’apprentis-
sage est disponible en figure 6.1. Elle est de grande taille, une vingtaine de variables
y figurent. Nous avons donc effectué une analyse des valeurs de Shapley et les
variables dont la moyenne de leurs valeurs de Shapley sont les plus importantes sont
présentées en figure 6.2 par ordre d’importance, du haut vers le bas.
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Fig. 6.1. : Frontière de Markov de la cible hospitalisation en urgence du BNClassifier. En
gris, les arcs présents dans le réseau bayésien inutilisés dans la construction de la
frontière de Markov.

Le niveau GIR global à l’entrée est donc la variable la plus importante, mais c’est
un niveau GIR modéré (3-4) qui augmente ici le risque, comme ce qui a été observé
dans les caractéristiques démographiques de la table 6.1.
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On peut donc s’imaginer qu’il s’agit de la population qui n’est pas la plus surveillée,
mais dont l’état de santé peut rapidement se dégrader. Le fait d’avoir des maladies
chroniques est représenté ici par les médicaments contre la bronchopneumopathie
chronique obstructive (BCPO), le cholestérol et la dépression. Le besoin d’assistance
dans les déplacements, le fait d’être malvoyant, malentendant et fumeur sont aussi
des facteurs aggravants qui sont signe de fragilité. De même, la prise de médicaments
contre les infections est un facteur de risque présent dans le modèle.

On retrouve bien dans ces variables l’idée que l’hospitalisation en urgence est
liée à une crise (une infection par exemple), ainsi qu’un état de fragilité chronique.
Par ailleurs, on peut remarquer que ce sont les médicaments comme marqueur de
pathologie qui sont pertinents lorsque l’évaluation PATHOS n’est pas disponible.
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Fig. 6.2. : Valeurs de Shapley des variables de la frontière de Markov du BNClassifier pour
la cible hospitalisation en urgence avec les valeurs de Shapley moyennes les plus
importantes.

6.5 Résultats numériques

Au vu des résultats de la courbe ROC et précision-rappel en figure 6.3 sur la
base d’apprentissage, nous avons cette fois utilisé le seuil qui maximise le F1-score.
En effet, il permet d’obtenir un rappel de 0.80 et une précision de 0.40 et pour
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augmenter légèrement le rappel, une baisse importante de précision aurait dû avoir
lieu. L’AUC de la courbe ROC est ici de 0.71.

Fig. 6.3. : Courbe ROC précision-rappel du BNClassifier pour la prédiction d’hospitalisation
en urgence (le point rouge correspond au seuil minimisant la distance au point
idéal de la courbe ROC, et le point bleu, celui maximisant le F1-score).

Nous avons donc testé ce BNClassifier avec le seuil de 0.1962 sur des données de
test et avons comparé les résultats avec les mêmes méthodes de machine learning
précédemment utilisées. Nous avons répété 10 fois l’expérience et les moyennes des
résultats sont présentées en table 6.2.

F2-score F1-Score Précision/ Rappel/ Accuracy
VPP Sensibilité

BNClassifier 0.66 0.52 0.38 0.80 0.60
QDA 0.63 0.45 0.30 0.88 0.42

Naive Bayes 0.50 0.46 0.40 0.53 0.66
Arbre de décision 0.38 0.37 0.36 0.38 0.65

MLP 0.29 0.33 0.40 0.28 0.70
XgBoost 0.22 0.27 0.45 0.20 0.72

AdaBoost 0.17 0.22 0.44 0.14 0.72
Régression Logistique 0.15 0.20 0.45 0.13 0.73

Tab. 6.2. : F2-score et autres métriques évaluant les performances des différents modèles
pour la prédiction d’hospitalisation en urgence chez les résidents en EHPAD.

Le choix du seuil optimisant le F1-score ne permet pas au BNClassifier d’obtenir le
meilleur rappel, détenus ici par QDA, mais il obtient une précision supérieure. Les
scores synthétiques de ces deux métriques, le F1-score et le F2-score, montre que
BNClassifier est le meilleur compromis parmi toutes les méthodes présentées.
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Les stratégies actuelles de prédiction d’hospitalisation en urgence chez les per-
sonnes âgées sont rares, et aucune spécifique au contexte des EHPAD ne semble
exister. À partir de notre base de données de grande taille, nous avons pu développer
un classifieur à base de réseau bayésien qui permet de prédire le risque à l’entrée
du résident en EHPAD. Les variables sélectionnées par le modèle sont pertinentes
et les résultats numériques prometteurs. Encore une fois, nous avons un modèle
plus sensible que spécifique, ce qui reste pertinent dans un contexte de prévention,
et avec un meilleur F2-score que les autres méthodes de classification testées. Une
publication sur ce sujet est en cours de finalisation.
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Dans une troisième analyse, nous nous sommes intéressés à un dernier événement
de santé défavorable et évitable : les fractures. Nous expliquerons tout d’abord plus
précisément cette cible et quels outils existent actuellement pour prédire ce risque.
Puis, nous exposerons le prétraitement spécifique appliqué ainsi que nos résultats.
Enfin, ces résultats seront comparés avec une de ces méthodes validées de prédiction
de risque.

7.1 Contexte médical

Une fracture est une rupture ou une cassure d’un os. Les fractures représentent
une cause importante d’invalidité motrice chez les personnes âgées, et peuvent
survenir en l’absence de traumatisme, ou après un traumatisme minime [BELMIN,
CHASSAGNE et FRIOCOURT, 2023].

L’ostéoporose est une maladie du tissu osseux qualitative et quantitative qui a
pour conséquence une fragilité excessive du squelette et donc un risque associé de
fracture, dont la redoutable fracture du col du fémur.

Les quatre principaux facteurs de risque de fractures sont : l’âge, la densitométrie
osseuse montrant un seuil fracturaire significativement élevé, un antécédent de
fracture ostéoporotique (telle une fracture du col du fémur) et la propension aux
chutes [BELMIN, CHASSAGNE, FRIOCOURT et al., 2016].

La densitométrie est un examen médical qui permet de mesurer la densité minérale
osseuse (DMO), c’est-à-dire la quantité de calcium dans les os. C’est une méthode
peu invasive qui mesure la quantité de tissu osseux, évalue le seuil fracturaire et
peut estimer la probabilité dans le temps de survenue de fracture. Seulement, ces
examens ne sont pas encore assez répandus, peu remboursés et non présents dans le
dossier résident de NETSoins.

La fracture étant souvent une conséquence de l’ostéoporose, il peut donc être
intéressant d’essayer de la prédire. Les facteurs favorisant l’ostéoporose sont [BELMIN,
CHASSAGNE, FRIOCOURT et al., 2016] :

• Âge avancé

• Ménopause

• Apports en calcium insuffisants

• Déficit en vitamine D

• Tabagisme
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• Sédentarité

• Maigreur, dénutrition protéinoénergétique

• Facteurs génétiques

• Immobilisation prolongée

• Certains médicaments : corticostéroïdes, héparine au long cours, analogues
de la LH-RH, phénobarbital, phénytoine, inhibiteurs de la pompe à protons,
antiaromatases, anti-androgènes

• Maladies endocriniennes : hyperthyroidie, maladie de Cushing, hyperparathy-
roïdie primitive, insuffisance androgénique

• Polyarthrite rhumatoïde et autres rhumatismes inflammatoires

Certains facteurs valent la peine d’être aussi mentionnés, bien qu’ils n’accroissent
pas le risque d’ostéoporose, mais celui de chute pouvant mener à une fracture :

• Alcoolisme

• Baisse de l’acuité visuelle

• Troubles neuromusculaires et/ou orthopédiques

Une prise en charge préventive pour éviter l’ostéoporose et ainsi la fracture est
possible, mais est longue à mettre en place. L’activité physique, notamment, contri-
bue à réduire la diminution liée à l’âge de la densité osseuse et a des effets positifs
sur la fonction musculaire et la mobilité. Des programmes spécifiques d’exercices
physiques adaptés aux personnes ostéoporotiques sont d’ailleurs disponibles.

7.2 Outils actuels de prédiction du risque

Les outils de prédiction de risque de fracture sont des instruments de plus en plus
utilisés en clinique pour évaluer le risque de fracture chez les patients. Parmi les
outils les plus couramment utilisés, on retrouve QFracture et FRAX.

QFracture est un outil de prédiction de risque de fracture développé au Royaume-
Uni [HIPPISLEY-COX et COUPLAND, 2012]. Il prend en compte plusieurs facteurs de
risque, tels que l’âge, le sexe, l’indice de masse corporelle, l’historique de tabagisme
et de consommation d’alcool, les antécédents de fractures, les comorbidités et
l’utilisation de certains médicaments (voir figure 7.1). Il permet d’estimer deux
pourcentages : le risque de fracture de la hanche et celui de fracture de la colonne
vertébrale, du poignet, de l’épaule et de la hanche sur une période de 1 à 10 ans.
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Fig. 7.1. : Vue de l’outil QFracture.

L’algorithme a été conçu pour estimer le risque absolu de fracture ostéoporotique
et de fracture de la hanche dans le cadre des soins primaires. L’algorithme est basé
sur des variables qui sont facilement disponibles dans les dossiers électroniques
des patients ou que les patients eux-mêmes connaîtraient probablement sans avoir
besoin de tests de laboratoire ou de mesures cliniques. Cette approche veut permettre
aux algorithmes d’être facilement mis en œuvre dans la pratique clinique de routine
ou utilisés par des patients individuels. Les modèles sont différents pour les hommes
et les femmes.

Ce sont des régressions de Cox [COX, 1972] qui sont utilisées sur l’ensemble de
données pour estimer les coefficients et les rapports de risque associés à chaque
facteur de risque. Le modèle de Cox permet d’estimer l’effet de différentes variables
X1, ¨ ¨ ¨ , Xn sur le risque instantané de survenance de l’événement d’intérêt λ , en
fonction du temps t écoulé depuis le début de l’observation. Il s’exprime sous la
forme suivante :

λ pt, X1, ¨ ¨ ¨ , Xnq “ λ0 ptq exp pΣn
i“1βiXiq

FRAX (Fracture Risk Assessment Tool) est un autre outil de prédiction de risque
de fracture largement utilisé [KANIS, JOHNELL et al., 2001]. Il a été développé par
l’Université de Sheffield et prend en compte des facteurs de risque similaires à ceux

156 Chapitre 7 Prédiction de fracture à partir des premiers mois dans l’établis-
sement



de QFracture, tels que l’âge, le sexe, l’indice de masse corporelle, les antécédents de
fractures, les comorbidités. FRAX permet d’estimer selon le pays deux probabilités
distinctes : le risque de fracture de la hanche et de fractures ostéoporotiques majeures
uniquement sur une période de 10 ans. Il est basé sur des modèles individualisés
et des régressions qui intègrent les risques associés aux facteurs de risque cliniques
ainsi que la densité minérale osseuse (DMO) au niveau du col du fémur si elle est
disponible [KANIS, HARVEY et al., 2017].

Fig. 7.2. : Vue de l’outil FRAX.

D’après une récente revue systématique [MARQUES et al., 2015] sur les outils de
prédiction de fracture ostéoporotique, FRAX a le plus grand nombre de validations
externes et d’études indépendantes. Bien que la méta-analyse précise que des limites
méthodologiques ont été observées dans certaines études et que comparer ces outils
uniquement par leur AUC doit être fait avec prudence, l’AUC global de FRAX est
annoncé à 0.79 (95 % IC 0.73 à 0.85). Celle de QFracture atteint 0.89 (95 % IC 0.88
à 0.89). Toutes ces analyses se font avec une prédiction de risque sur 10 ans.

7.3 Spécificités de prétraitement

Nous avons initialement voulu nous concentrer sur le risque de fracture du col
du fémur. Toutefois, nous nous sommes rendu compte que les fractures étaient mal
saisies dans le logiciel NETSoins. En effet, en table 7.1 se trouvent le nombre de
cas de fractures par type dans la base de données exportée. Nous avons effectué
une recherche par mot-clé dans le dossier médical. Ainsi, les cas de fracture du
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col du fémur se retrouvent aussi dans les cas de fracture du fémur. Au vu du
peu de nombre de cas, nous avons cherché à retrouver l’information des fractures
dans les comptes-rendus d’hospitalisation, mais ceux-ci sont généralement des
documents PDF sur lequel il était impossible de faire des requêtes en restant certain
de l’anonymisation.

Type Nombre

Fracture col du fémur 1 376
Fracture fémur 2 212

Ostéosynthèse fémur 143
Fracture poignet 995
Fracture hanche 464
Fracture épaule 274

Fracture colonne vertébrale 227

Tab. 7.1. : Nombre de cas de fractures par type

Nous avons donc décidé de créer plutôt un algorithme qui prédirait le risque de
fracture globale, de la même façon que FRAX et QFracture. Nous avons ainsi un
nombre de cas positifs plus important, bien qu’il reste bien plus faible que les cibles
précédentes.

Dans notre contexte, une prédiction sur 10 ans est difficilement exploitable, les
personnes âgées en EHPAD étant déjà âgées et ne restant en moyenne que quelques
années. Mais une prédiction de fracture doit être bien anticipée pour être évitable.
Nous avons donc opté pour une prédiction du risque à l’entrée du résident pour
tout son séjour en EHPAD. Afin de disposer d’un certain recul sur les données, nous
avons utilisé le marqueur temporel de "3 mois et demi" pour définir la période de
référence pour les cas témoins et les cas de fracture. Les cas de fracture sont les
résidents qui ont souffert d’au moins une fracture avec un des intitulés de la table
7.1 durant leur séjour en EHPAD. Par ailleurs, les cas de fracture survenant avant le
marqueur temporel sont supprimés.

Étant donné le faible nombre de cas de fractures, nous avons dû limiter la suppres-
sion des lignes avec des valeurs manquantes durant le prétraitement des données.
Nous avons donc inclus tous les résidents ayant au moins 70 valeurs présentes sur
les 140. Cela nous permet finalement d’obtenir 74 825 résidents dont 3 791 cas de
fractures soit 5.06% de cas positifs. Par rapport au total de la table 7.1, nous avons
1 900 cas de fractures en moins. Cette différence peut s’expliquer par le fait que
certaines fractures ont eu lieu avant le marqueur temporel, que plusieurs fractures

158 Chapitre 7 Prédiction de fracture à partir des premiers mois dans l’établis-
sement



appartenaient au même résident ou que la moitié des variables du résident étaient
manquantes. Cependant, une analyse au Danemark sur 2 601 personnes âgées en ins-
titution reportait 3.80% de cas de fractures de fémur entre 2018 et 2019 [SARWARI

et al., 2024].

Cas fracture Cas témoins
Variable (n = 3 791) (n = 71 034)

Âge, moyenne (écart-type) 85.04 (7.91) 84.41 (8.71)

Pourcentage de femmes 85.04 % 72.27 %

Niveau de dépendance :
GIR1 (très sévère) 6.92 % 5.83 %
GIR2 (sévère) 33.73 % 34.35 %
GIR3 (modéré/sévère) 19.53 % 20.79 %
GIR4 (modéré) 29.45 % 28.72 %
GIR5 (léger) 6.08 % 6.45 %
GIR6 (pas de dépendance) 4.28 % 3.86 %

Tab. 7.2. : Caractéristiques démographiques des cas de fracture et des cas témoins de la
base de données utilisée

En table 7.2, nous avons comparé les caractéristiques démographiques entre les cas
positifs et les cas témoins. On remarque qu’au niveau de l’âge et de la dépendance,
les groupes sont homogènes. Par contre, les femmes ont nettement plus de fractures,
ce qui se vérifie par ailleurs [THÉLOT et al., 2017].

7.4 Résultats

Nous avons appliqué les mêmes méthodes que précédemment et utilisé un BN-
Classifier appris avec la méthode MIIC et un seuil maximisant le F2-score.

7.4.1 Résultats graphiques

La frontière de Markov de niveau 1 en figure 7.3 est obtenue. L’analyse des valeurs
de Shapley en figure 7.4 nous indique l’ordre d’importance des variables présentes
dans la frontière de Markov et le sens de leur impact. Les variables avec une valeur
de Shapley moyenne moins importante ne sont pas représentées.
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Fig. 7.3. : Frontière de Markov de la cible fracture du BNClassifier. En gris, les arcs présents
dans le réseau bayésien inutilisés dans la construction de la frontière de Markov.
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Fig. 7.4. : Valeurs de Shapley des variables de la frontière de Markov du BNClassifier pour
la cible fracture.

Ainsi, le sexe est important pour prédire le risque, et c’est le fait d’avoir la valeur
"1" (donc d’être une femme) qui l’augmente. Une ou plusieurs chutes récentes
sont aussi des facteurs de risque attendu. Une grande différence de poids pourrait
indiquer une dénutrition et ainsi faire appel à un autre facteur de risque, mais
l’analyse sur l’IMC ne permet pas d’obtenir plus d’informations. Les variables fumeur
et ostéoporose, bien qu’avec des valeurs de Shapley moyennes faibles, sont présentes
dans la frontière de Markov et sont des facteurs de risques connus. Les variables
sélectionnées par le modèle à 3 mois et demi de présence en EHPAD sont donc très
pertinentes.

7.4.2 Résultats numériques

La figure 7.5 nous montre la courbe ROC et PR calculés sur l’échantillon d’ap-
prentissage. L’AUC de la courbe ROC est à 0.79. Ici, sélectionner comme seuil le
point optimal de la courbe ROC et non pas celui qui optimise le F2-score pourrait
être intéressant. Mais on remarque que la précision est déjà très faible et le point
optimisant le F2-score (en bleu sur la figure) nous permet de le garder au plus haut
rappel possible pour cette précision.
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Fig. 7.5. : Courbes ROC et précision-rappel du BNClassifier pour la prédiction de fracture
(le point rouge correspond au seuil minimisant la distance au point idéal de la
courbe ROC, et le point bleu, celui maximisant le F2-score).

F2-score F1-Score Précision/ Rappel/ Accuracy
VPP Sensibilité

BNClassifier 0.31 0.17 0.10 0.62 0.70
Naive Bayes 0.26 0.13 0.07 0.80 0.48

QDA 0.24 0.12 0.06 0.89 0.33
Arbre de décision 0.16 0.15 0.14 0.17 0.90

MLP 0.12 0.14 0.20 0.11 0.93
XgBoost 0.10 0.14 0.58 0.08 0.95

Régression Logistique 0.01 0.02 0.61 0.01 0.95
AdaBoost 0.00 0.0 0.39 0.00 0.95

Tab. 7.3. : F2-score et autres métriques évaluant les performances des différents modèles
pour la prédiction de fracture chez les résidents en EHPAD.

Nous avons répété 10 fois l’expérience de validation avec des extractions aléatoires
de sous-base d’apprentissage testées sur leur base complémentaire. Les moyennes
des scores de BNClassifier ainsi que les autres méthodes habituelles sur le jeu de
données de test sont présentes en table 7.3. Le rappel de BNClassifier reste bon, mais
la précision est faible. C’est tout de même la meilleure méthode de classification
en termes de rappel, F1-score et de F2-score. Cependant, XgBoost et la régression
logistique ont des précisions intéressantes, malgré un rappel faible. En analysant
les matrices de confusion, on observe que les méthodes avec une accuracy à 0.95 %
prédisent systématiquement moins de 1 % de cas positifs. BNClassifier obtient une
accuracy intéressante de 0.70 %, tout en prédisant correctement la plupart des cas
de fractures.

Une étude australienne [ESHETIE et al., 2024] a étudié le risque de fracture en
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établissement de soins de longue durée et a créé un outil de prédiction de fracture
sur une population avec 7.2% de cas de fracture. Le modèle obtient une AUC de
0.62 en moyenne sur l’échantillon test. Ici, l’AUC moyenne de BNClassifier sur les
échantillons tests était de 0.72. Mais, l’interprétation de l’AUC dans ce contexte de
classes très déséquilibrées reste délicate.

7.4.3 Séparation selon sexe

De même, nous avons essayé de créer des modèles différents selon les sexes,
comme QFracture et FRAX. Les résultats sont présentés ici. Ils sont moins bons en
termes de scores que le modèle général, nous ne les avons donc pas utilisés. Leurs
frontières de Markov sont légèrement différentes selon les sexes, mais on ne retrouve
pas a priori de facteurs de risques spécifiques au genre.

Fig. 7.6. : Courbes ROC et précision-rappel du BNClassifier pour la prédiction de fracture
chez les femmes (le point rouge correspond au seuil minimisant la distance au
point idéal de la courbe ROC, et le point bleu, celui maximisant le F2-score).

Fig. 7.7. : Courbes ROC et précision-rappel du BNClassifier pour la prédiction de fracture
chez les hommes (le point rouge correspond au seuil minimisant la distance au
point idéal de la courbe ROC, et le point bleu, celui maximisant le F2-score.
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Fig. 7.8. : Frontière de Markov de la cible fracture du BNClassifier chez les femmes. En
gris, les arcs présents dans le réseau bayésien inutilisés dans la construction de la
frontière de Markov.
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Fig. 7.9. : Frontière de Markov de la cible fracture du BNClassifier chez les hommes. En
gris, les arcs présents dans le réseau bayésien inutilisés dans la construction de la
frontière de Markov.

7.5 Comparaison avec QFracture

FRAX et QFracture sont des évaluations accessibles en ligne, mais elles ne sont pas
intégrées dans le logiciel NETSoins. Le code du modèle QFracture est disponible en
open source, nous avons donc pu implémenter ses fonctions en Python et l’appliquer
sur nos données. Nous avons pu vérifier que notre implémentation donnait les
mêmes résultats que l’outil en ligne. Les fonctions et les facteurs de risques sont
différents pour les hommes et les femmes, nous les avons donc séparés pour notre
analyse. Nous avons ici calculé les pourcentages de risque à 1 an.

Toutes les variables utilisées étaient disponibles dans nos données sauf l’ethnicité.
Mais une catégorie spécifique lorsque la donnée était indisponible était possible,
nous l’avons donc utilisé pour tous nos résidents. Pour la consommation d’alcool,
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nous avons juste une variable binaire alors que dans le modèle de QFracture 6
catégories sont disponibles selon la quantité consommée par jour. Nous avons donc
appliqué la quantité "1-2 unité par jour" pour les résidents avec une variable alcool à
1. De même pour la variable fumeur, nous avons utilisé la catégorie "fumeur léger,
moins de 10 cigarettes par jour" pour les résidents avec une variable fumeur à 1.

QFracture renvoie un pourcentage de risque et n’indique pas d’interprétation avec
un seuil précis pour obtenir un risque important, nous avons donc tracé les courbes
ROC et précision-rappel pour les femmes (figure 7.10) et pour les hommes (figure
7.11).
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Fig. 7.10. : ROC à gauche et précision-rappel à droite pour les femmes.
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Fig. 7.11. : ROC à gauche et précision-rappel à droite pour les hommes

Il semble ne pas y avoir de différence entre le résultat de la prédiction de QFracture
et le hasard, quel que soit le sexe. Nous avons aussi illustré le score obtenu par
QFracture en fonction du sexe et du fait d’avoir développé une fracture en figure
7.12. Les médianes sont très faibles pour tous les cas. Et pour les personnes ayant eu
une fracture, le pourcentage de risque ne dépasse jamais 40 %.
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Fig. 7.12. : Boîte à moustaches de la répartition des scores de QFracture en fonction du fait
d’avoir réellement eu une fracture pour les femmes à gauche et les hommes à
droite.

Les pourcentages de risque prédits étaient en moyenne encore plus faibles avec
une prédiction plus tardive. Bien que nous ayons dû faire des choix méthodologiques
pour implémenter QFracture avec nos données, l’outil ne semble pas du tout adapté
à la prédiction de risque de fracture en EHPAD. Nous n’avons pas pu implémenter
FRAX et comparer, car aucune version n’est disponible en open source. Il faut aussi
noter que FRAX ne permet de prédire le risque de fracture que sur 10 ans.

Pour conclure, nous obtenons un modèle de prédiction de risque de fracture qui
pourrait certainement être amélioré en disposant d’une base de données avec plus
de cas positifs, mais qui repère déjà des facteurs de risque intéressants et avec des
meilleurs résultats que les autres méthodes de classification. L’outil de prédiction
QFracture déjà existant ne semble pas du tout adapté à la population de personnes
âgées et fragiles présentes en EHPAD. Une publication sur ce sujet est en cours de
rédaction.
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Conclusion & Perspectives





Tout au long de cette thèse, nous nous sommes intéressés à l’utilisation des réseaux
bayésiens comme modèle de classification dans un contexte médical.

Pour ce faire, nous avons commencé par présenter le modèle des réseaux bayésiens,
son interprétation et son apprentissage. Nous avons ensuite défini la tâche de
classification en s’intéressant particulièrement à la classification probabiliste, dont
font partie les réseaux bayésiens lorsqu’ils sont utilisés en tant que classifieurs.
L’objectif de cette présentation était de montrer comment les réseaux bayésiens
offrent un bon compromis entre la qualité de la prédiction proposée et la qualité
de l’explication de cette prédiction. Nous avons ensuite introduit d’autres modèles
de machine learning car il était important de pouvoir se comparer. De plus, nous
avons abordé les problèmes de gestion des données manquantes, de discrétisation
des données et de scores de validation.

Enfin, l’état des lieux des utilisations du machine learning dans le domaine de
la santé a permis de nous guider durant tous les développements de cette thèse.
En particulier, nous avons pris en considération les "fuites" schématisées dans le
"pipeline" en figure 3.4 ; par exemple, l’objectif d’utilisation en routine clinique,
l’intégration dans le logiciel pour une utilisation pratique et la validation externe
conduite avec l’investigation clinique. Nous espérons ainsi avoir contribué à leurs
adoptions par le personnel soignant.

Par ailleurs, l’utilisation des réseaux bayésiens dans le milieu médical nous parais-
sait subir trois problèmes principaux que nous exposions dans le chapitre 3 :

• les réseaux bayésiens sont fréquemment créés à partir des connaissances
médicales et non pas automatiquement à partir des données, ce qui peut
s’expliquer par un manque de bases de données pertinentes et de bonne
qualité ;

• dans les cas (rares) d’apprentissage automatique, les méthodes d’apprentissage
sont souvent des structures simples, comme les naive Bayes et TAN, probable-
ment faute d’implémentation facilement accessible et interprétable pour la
communauté médicale ;

• il y a peu de validation en conditions réelles avec intégration dans la routine
des soignants, peut-être à cause d’un manque de dispositifs compatibles.

Dans ce travail, nous avons pu présenter des solutions à ces trois problèmes en
développant des classifieurs de réseaux bayésiens avec pyAgrum, outil d’utilisation
assez simple, mais qui peut apprendre des modèles bien plus complexes que les
modèles TAN ou naives Bayes. Nous avons proposé des outils d’interprétation et de
validation des réseaux obtenus avec les couvertures de Markov généralisées, les
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valeurs de Shapley et les courbes ROC et précision-rappel. De plus, nous avions
accès à une base de données de santé assez exceptionnelle (en taille, comme en
qualité de suivi) qui nous a permis de développer une méthodologie d’apprentissage
automatique de réseaux bayésiens où la connaissance experte sert uniquement de
support à la construction et à la validation du modèle. En effet, après une mise
en conformité longue et complexe, ainsi que des prétraitements assez sophistiqués
comprenant entre autres la transformation d’une base événementielle en une base
tabulaire et la création de variables médicalement pertinentes, nous avons pu créer
un jeu de données homogène par rapport à la population en EHPAD française. Dans
le cadre de la validation des modèles, il a été très intéressant d’observer que nous
pouvions retrouver dans nos apprentissages automatiques des facteurs de risques
connus des experts. Enfin, il est important de remarquer que nos classifieurs ne
demandent pas de saisie supplémentaire de la part des soignants, et sont facilement
intégrables dans un logiciel déjà déployé et utilisé par la plupart des EHPAD en
France.

L’utilité d’un outil de prédiction des risques dépend de sa capacité à identifier des
risques qui peuvent bénéficier d’interventions préventives spécifiques, mais aussi,
de sa capacité à mettre en œuvre cette prévention à bon escient, c’est-à-dire, éviter
les faux négatifs. Nous nous sommes donc concentrés sur des événements de santé
défavorables, mais évitables : la survenue d’escarre, l’hospitalisation d’urgence et la
fracture, et avons opté pour des métriques privilégiant le rappel (ou la sensibilité)
tout en prenant en compte la précision : le F2-score.

L’application sur la première survenue d’escarre en EHPAD a été la première
cible à laquelle nous nous sommes intéressées et la plus aboutie. En choisissant des
temporalités de prédiction d’un, deux ou trois mois, une prise en charge préventive
peut être effectuée et efficace. Nous avons pu remarquer que plus la temporalité
était proche, plus juste était la prédiction et que BNClassifier obtenait les meilleurs
résultats numériques en comparaison avec les autres méthodes de classification
testées. Par ailleurs, en nous concentrant sur la sous-population de notre base ayant
été testée avec l’outil principalement utilisé actuellement pour prédire le risque
d’escarre en EHPAD : l’échelle de Braden, nous avons pu montrer d’une part son
manque de pertinence et d’autre part, que sur cette sous-base, les résultats de
BNClassifier étaient en accord avec l’impression clinique du personnel soignant
menant à utiliser cet outil. Cette première étude a abouti à l’implémentation d’un
outil de prédiction intégré dans le prototype de NETSmart actuellement en phase
d’investigation clinique.

Dans une seconde expérience, nous avons étudié la prédiction de l’hospitalisation
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en urgence à partir des informations obtenues à l’admission du résident en EHPAD.
De manière similaire, nous avons privilégié un modèle plus sensible que spécifique,
mais qui reste pertinent dans un contexte de prévention. Dans ce cadre, nous
avons obtenu un meilleur F2-score que les autres méthodes de classification testées.
Faute d’un modèle préexistant, nous n’avons pas pu nous comparer à des résultats
antérieurs.

En ce qui concerne la prédiction de fractures à partir des premiers mois dans l’éta-
blissement, nous avons obtenu ici les résultats les moins probants numériquement
parmi toutes les applications, ce qui pourrait certainement être amélioré par une
base de données de plus grande taille : en effet, il s’agirait d’améliorer la variabilité
des cas positifs malgré leur faible prévalence. Notre modèle a néanmoins permis
d’identifier des facteurs de risque intéressants et a obtenu de meilleurs résultats que
les autres méthodes de classification testées. Nous avons aussi constaté que l’outil de
prédiction QFracture existant n’est pas du tout adapté à la population de personnes
âgées et fragiles présentes en EHPAD. Il serait de même intéressant de se comparer
à d’autres outils de prédiction du risque fracturaire comme FRAX, ce qui n’a pas pu
être réalisé faute d’une implémentation open source de cet outil.

Dans toutes ces expériences, les évaluations PATHOS et GIR ont été des très
bonnes alliées pour la prédiction, ce sont des évaluations obligatoires et importantes
pour obtenir des financements pour les EHPAD, elles sont donc faites sérieusement
et contiennent des informations précieuses. Il y a certainement d’autres variables
pertinentes auxquelles nous n’avons pas pu avoir accès, mais l’objectif était de
pouvoir proposer des classifieurs ne nécessitant pas de saisie supplémentaire et donc
de composer avec ce manque d’information.

Dans le cadre de cette thèse, notre objectif était principalement de proposer une
méthodologie permettant l’évaluation de classifieurs basés sur des réseaux bayésiens
et sur la base de données NETSoins. Étant donné la base de données obtenue
et le choix de la métrique F2-score, la comparaison entre les différents types de
classifieurs s’est fait sans parti pris particulier. Nous nous attendions donc à des
résultats numériques meilleurs pour des méthodes moins explicables, comme le
présuppose le compromis classique entre explicabilité et qualité de la prédiction.
Les résultats des trois expériences montrent que ce compromis ne s’applique pas
systématiquement.

Dans la conception de ces outils de prédiction de risque et dans l’objectif de les
intégrer chez notre partenaire industriel, nous avons remarqué que l’usage en gestion
du risque est de favoriser des outils qui fournissent des niveaux de risque : faible,
modéré, fort, par exemple. Cela a donné lieu à de nombreuses discussions avec
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les médecins et les équipes de Teranga. La première idée serait bien évidemment
d’apprendre des classifieurs non binaires. Toutefois, dans un cadre supervisé, cela
nécessite l’estimation de ces différentes classes pour chaque patient, ce qui n’est
évidemment pas disponible. Une seconde proposition serait de définir plusieurs
seuils dans l’estimation de la probabilité de la classe cible. Néanmoins, il est difficile
d’accepter que cette probabilité soit une estimation correcte du risque. En effet, nous
ne pouvons pas affirmer que parmi les résidents ayant fait des escarres, celui dont
la probabilité la plus élevée est celui avec le plus de risque ou encore celui avec
l’escarre la plus grave. Cette différence s’amoindrirait dans un cadre parfait d’un
modèle purement causal et exhaustif. Cette discussion intéressante a abouti dans le
logiciel à la mise en place d’une notification binaire moins ergonomique en termes
d’expérience utilisateur, mais plus scientifiquement fiable.

Pour faire progresser nos classifieurs, les perspectives semblent plus pertinentes
dans l’amélioration du prétraitement des données que dans l’amélioration tech-
nique du modèle. Un grand nombre de variables ont déjà été synthétisées à partir
des données brutes contenues dans les dossiers médicaux électroniques provenant
d’EHPAD. Il est certain que des analyses ultérieures pourraient en dégager d’autres.
Par exemple, avec des méthodes d’anonymisation plus poussées, il pourrait être
possible d’analyser des données moins structurées comme les comptes-rendus d’hos-
pitalisation ou des transmissions narratives. Par ailleurs, l’exploitation des données
temporelles irrégulières est un problème très complexe qui est un sujet de recherche
à lui seul.

La perspective d’utilisation des algorithmes dans NETSmart et l’investigation
clinique qui permet une validation externe de l’algorithme sur les escarres sont des
chances exceptionnelles. Il reste encore des questions réglementaires et pratiques
sur comment et à quelles fréquences les algorithmes de prédiction pourront être mis
à jour. Ces problématiques sont encore émergentes et leurs résolutions nécessitent
naturellement beaucoup de temps. Actuellement, il est prévu que l’investigation
clinique se termine fin 2024. Il est certain que les retours de cette investigation
mettront en avant d’autres pistes d’améliorations.
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Feature name Distribution Modalities Completion
(%)

1mo_attendance_leisure_
slope

█▃▂▁▁▁▁▁▁▁▁ [(0 1], (1, 2], (2, 3], (3, 4], (4, 5], (5, 6],
(6, 8], (8, 11], (11, 15], (15, 23], (23, 93]]

100.0

1mo_body_weight_
change

▁▁▃█▁▁ [<=-15%-, -15%,-10%, -10%-0, 0-10%,
10%-15%, >=15]

99.1

1mo_body_weight_
difference (kilos)

▁▁█▁▁ [(-10, -2], (-2, -1], (-1, 0], (0, 1], (1, 6]] 99.1

1mo_mean_systolic_
blood_pressure (mmHg)

▁▂██▃ [<80, 80-100, 100-120, 120-140, >140] 52.1

3mo_attendance_leisure_
slope

█▂▁▁▁▁▁▁▁▁ [(0, 1], (1, 2], (2, 3], (3, 4], (4, 5], (5, 7],
(7, 10], (10, 14], (14, 21], (21, 97]]

100.0

3mo_body_weight_
change

▁▁▇█▁▁ [<=-15%-, -15%, -10%, -10%-0, 0-10%,
10%-15%, >=15]

99.1

3mo_body_weight_
difference (kilos)

▂▂▂▃█▂▂▁▁ [(-10, -5], (-5, -3], (-3, -2], (-2, -1], (-1,
0], (0, 1], (1, 2], (2, 3], (3, 14]]

99.1

3mo_body_weight_slope ▂█▁▁ [(-33, -1], (-1, 0], (0, 1], (1, 38]] 99.1

3mo_falls_slope █▁▁ [(0, 1], (1, 2], (2, 31]] 100.0

3mo_hospitalizations_
slope

█▁▁▁▁▁▁▁ [0, 1, 2, 3, 4, 6, 7, 9] 100.0

3mo_mean_systolic_
blood_pressure (mmHg)

▁▁▇█▄ [<80, 80-100, 100-120, 120-140, >140] 70.5

6mo_attendance_leisure_
slope

█▂▁▂▁▂▁▁▁ [(0, 1], (1, 2], (2, 3], (3, 5], (5, 6], (6, 9],
(9, 13], (13, 20], (20, 89]]

100.0

6mo_body_weight_
change

▁▂█▇▁▁ [<=-15%-, -15%,-10%, -10%-0, 0-10%,
10%-15%, >=15]

99.1

6mo_body_weight_
difference (kilos)

▂▂▃▃▃█▃▂▁▁▂ [(-11, -7], (-7, -5], (-5, -3], (-3, -2], (-2,
-1], (-1, 0], (0, 1], (1, 2], (2, 3], (3, 4], (4,
13]]

99.1

6mo_bod_weight_slope ▁█▁ [(-18, -1], (-1, 0], (0, 22]] 99.1

6mo_fall_slope █▁ [(0, 1], (1, 30]] 100.0

6mo_hospitalizations_
slope

█▁▁▁▁▁▁ [0, 1, 2, 3, 4, 5, 6] 100.0

6mo_mean_systolic_bloo
d_pressure (mmHg)

▁▁▆█▄ [<80, 80-100, 100-120, 120-140, >140] 77.7

adherence_to_treatment ▃▂█ [independent, partially dependent,
dependent]

99.4

admission_adherence_to
_treatment

▄▁█ [independent, partially dependent,
dependent]

99.8

admission_coherent_
behavior

▆█▄ [independent, partially dependent,
dependent]

99.8

admission_coherent_
speech

▆█▃ [independent, partially dependent,
dependent]

99.8

admission_distance_
purchasing

▄▁█ [independent, partially dependent,
dependent]

99.8

admission_do_all_house
works

▄▁█ [independent, partially dependent,
dependent]

99.8

admission_eating_
autonmy

█▄▂ [independent, partially dependent,
dependent]

99.8

admission_fecal_hygiene
_elimination

█▅▅ [independent, partially dependent,
dependent]

99.8

admission_indoor_
mobility

▅█▅ [independent, partially dependent,
dependent]

99.8

admission_level_
dependency

▃█▅▇▂▂ [independent, partially dependent,
dependent]

99.8

194 Annexe A Annexe : Jeu de données



admission_lower_body_
dressing

▄▆█ [independent, partially dependent,
dependent]

99.8

admission_lower_body_
grooming

▂▅█ [independent, partially dependent,
dependent]

99.8

admission_meal_
preparation

▄▁█ [independent, partially dependent,
dependent]

99.8

admission_middle_body
_dressing

▅▆█ [independent, partially dependent,
dependent]

99.8

admission_oriented_in_
places

███ [independent, partially dependent,
dependent]

99.8

admission_oriented_in_
time

▇▇█ [independent, partially dependent,
dependent]

99.8

admission_outdoor_
mobility

▂▂█ [independent, partially dependent,
dependent]

99.8

admission_participate_in
_leisure

█▃█ [independent, partially dependent,
dependent]

99.8

admission_personnal_
management

▄▁█ [independent, partially dependent,
dependent]

99.8

admission_public_
transportation_use

▄▁█ [independent, partially dependent,
dependent]

99.8

admission_remote_
communication

█▄▆ [independent, partially dependent,
dependent]

99.8

admission_table_
ustensils_use

█▆▇ [independent, partially dependent,
dependent]

99.8

admission_transfers_
dependence

█▇▅ [independent, partially dependent,
dependent]

99.8

admission_upper_body_
dressing

▆██ [independent, partially dependent,
dependent]

99.8

admission_upper_body_
grooming

▃██ [independent, partially dependent,
dependent]

99.8

admission_urinary_
hygiene_elimination

▇█▇ [independent, partially dependent,
dependent]

99.8

age (years) ▅▆▄▄█▂▄▄▅▆▇▆▅▄▃▁▄▂ [(44, 72], (72, 78], (78, 81], (81, 83], (83,
85], (85, 86], (86, 87], (87, 88], (88, 89],
(89, 90], (90, 91], (91, 92], (92, 93], (93,
94], (94, 95], (95, 96], (96, 98], (98,
113]]

100.0

aggravated disease █▂ [absence, presence] 100.0

aid_for_mobility █▅ [absence, presence] 100.0

antibiotics █▁ [absence, presence] 100.0

antidementia_drugs █▁ [absence, presence] 100.0

antidepressants █▅ [absence, presence] 100.0

antidiabetics █▂ [absence, presence] 100.0

antiepileptics █▂ [absence, presence] 100.0

antiosteoporotic_drugs █▁ [absence, presence] 100.0

antiparkinson_drugs █▁ [absence, presence] 100.0

antipsychotics █▃ [absence, presence] 100.0

arthritis █▃ [absence, presence] 100.0

asthma █▁ [absence, presence] 100.0

BMI (kg/m²) ▄▁█▅▆▆▆▅▄▃▂▃
▁▂

[(6,0, 17], (17, 18], (18, 20], (20, 21],
(21, 22], (22, 23], (23, 24], (24, 25], (25,
26], (26, 27], (27, 28], (28, 30], (30, 32],
(32, 89]]

69.4

bpco █▁ [absence, presence] 100.0

A.1 Description des variables du jeu de données pour la prédiction
d’escarre 1 mois avant.
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bronchodilatators █▂ [absence, presence] 100.0

cancer █▂ [absence, presence] 100.0

cardiovascular_disease ▁█ [absence, presence] 100.0

cholesterol_lowering_
drugs

█▂ [absence, presence] 100.0

chronic_renal_failure █▂ [absence, presence] 100.0

coherent_behavior ▄█▆ [independent, partially dependent,
dependent]

99.4

coherent_speech ▄█▄ [independent, partially dependent,
dependent]

99.4

coronary_heart_disease ▃█ [absence, presence] 100.0

corticosteroids █▁ [absence, presence] 100.0

delay_after_admission
(month)

▅▅▅▅█▄█▁▅▅ [(0, 7], (7,13], (13, 18], (18, 24], (24,31],
(31, 41], (41,53], (53,68], (64, 84],
(84,120]]

100.0

denutrition █▂ [absence, presence] 100.0

depression █▆ [absence, presence] 100.0

diabetes_type_1 █▁ [absence, presence] 100.0

diabetes_type_2 █▁ [absence, presence] 100.0

diabetes █▂ [absence, presence] 100.0

difference_levels_
dependency

▁▁▂▃▄█▂▁▁▁▁ [-5, -4, -3, -2, -1, 0, 1, 2, 3, 4, 5] 99.4

distance_purchasing ▃▁█ [independent, partially dependent,
dependent]

99.4

do_all_houseworks ▃▁█ [independent, partially dependent,
dependent]

99.4

eating_autonmy ██▃ [independent, partially dependent,
dependent]

99.4

fall_number ▄▃▂█ [0, 1, 2, 3+] 100.0

fecal_hygiene_
elimination

▅▆█ [independent, partially dependent,
dependent]

99.4

femoral_fracture_history █▁ [absence, presence] 100.0

femoral_neck_fracture_
history

█▁ [absence, presence] 100.0

hearing_impaired █▂ [absence, presence] 100.0

heart_failure ▁█ [absence, presence] 100.0

height (cm) ▃▂▄▁▃▂▂▃█▁▂▂▄▂▁▃▂ [(100, 148], (148, 150], (150, 153], (153,
154], (154, 155], (155, 156], (156, 157],
(157, 158], (158, 160], (160, 161], (161,
162], (162, 163], (163, 165], (165, 167],
(167, 169], (169, 173], (173, 200]]

69.9

hip_fracture_history █▁ [absence, presence] 100.0

hospitalization_history ██ [absence, presence] 100.0

hospitalization_number █▂▁▁▁ [0, 1, 2, 3, 4+] 100.0

hypertension ▁█ [absence, presence] 100.0

hyperthyroid █▁ [absence, presence] 100.0

incontinence █▄ [absence, presence] 100.0

indoor_mobility ▃█▇ [independent, partially dependent,
dependent]

99.4

infection █▁ [absence, presence] 100.0
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IV_fluid_infusion █▁ [absence, presence] 100.0

last_attendance_leisure ▄▃▂▃█ [never, +6mo, 3mo-6mo, 1mo-3mo,
1mo]

100.0

last_body_weight (kilos) ▆▆▁▇▃▃▄▄▄█▃▂▅▃▂▄▄▃ [(20, 41], (41, 45], (45, 47], (47, 50], (50,
52], (52, 54], (54, 56], (56, 58], (58, 60],
(60, 63], (63, 65], (65, 67], (67, 70], (70,
73], (73, 76], (76, 81], (81, 89], (89,
200]]

99.1

last_fall ▆█▄▅▆ [never, +6mo, 3mo-6mo, 1mo-3mo,
1mo]

100.0

last_hospitalization █▅▂▂▂ [never, +6mo, 3mo-6mo, 1mo-3mo,
1mo]

100.0

level_dependency ▄█▄▄▁▁ [independent, partially dependent,
dependent]

99.4

liver_disease █▁ [absence, presence] 100.0

lower_body_dressing ▂▃█ [independent, partially dependent,
dependent]

99.4

lower_body_grooming ▁▃█ [independent, partially dependent,
dependent]

99.4

malnutrition █▄ [absence, presence] 100.0

meal_preparation ▃▁█ [independent, partially dependent,
dependent]

99.4

med_hypotension █▁ [absence, presence] 100.0

med_steroide █▁ [absence, presence] 100.0

middle_body_dressing ▂▄█ [independent, partially dependent,
dependent]

99.4

neurologic_disease ▃█ [absence, presence] 100.0

non_steroidal_
antiinflammatory_drugs

█▁ [absence, presence] 100.0

number_attendance_
leisure

█▁▁▂▂▂▂▂▂▂▂▂
▂▂▂

[(0, 2], (2, 4], (4, 8], (8, 14], (14, 22],
(22, 33], (33, 47], (47, 66], (66, 90], (90,
124], (124, 172], (172, 248], (248, 368],
(368, 606], (606, 1000]]

100.0

opioids █▁ [absence, presence] 100.0

oriented_in_places ▅▆█ [independent, partially dependent,
dependent]

99.4

oriented_in_time ▄▅█ [independent, partially dependent,
dependent]

99.4

osteoporosis █▂ [absence, presence] 100.0

outdoor_mobility ▂▂█ [independent, partially dependent,
dependent]

99.4

participate_in_cultural/
sports_activities

▅▃█ [independent, partially dependent,
dependent]

99.4

personnal_management ▃▁█ [independent, partially dependent,
dependent]

99.4

polyarthritis █▃ [absence, presence] 100.0

pressure_ulcer █▄ [absence, presence] 100.0

psychostimulants █▅ [absence, presence] 100.0

psychotropics ██ [absence, presence] 100.0

public_transportation_
use

▃▁█ [independent, partially dependent,
dependent]

99.4

remote_communication ▆▄█ [independent, partially dependent,
dependent]

99.4

rhythm_disorder ▂█ [absence, presence] 100.0

A.1 Description des variables du jeu de données pour la prédiction
d’escarre 1 mois avant.
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sex ▄█ [absence, presence] 100.0

shoulder_fracture_
history

█▁ [absence, presence] 100.0

smoker █▁ [absence, presence] 100.0

spine_fracture_history █▁ [absence, presence] 100.0

table_ustensils_use ▄▅█ [independent, partially dependent,
dependent]

99.4

thyroid_disease █▂ [absence, presence] 100.0

transfers_dependence ▆██ [independent, partially dependent,
dependent]

99.4

upper_body_dressing ▃▄█ [independent, partially dependent,
dependent]

99.4

upper_body_grooming ▂▄█ [independent, partially dependent,
dependent]

99.4

urinary_hygiene_
elimination

▃▅█ [independent, partially dependent,
dependent]

99.4

visually_impaired █▃ [absence, presence] 100.0

wrist_fracture_history █▁ [absence, presence] 100.0
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Annexe : Réseaux Bayésiens
complets

B

Réseau bayésien complet obtenu pour chaque cible. La couleur des variables
indique la distance à la cible au sens des couvertures de Markov.

Couleur Signification

Cible

Frontière de Markov

Couverture de Markov de niveau 2

Couverture de Markov de niveau 3

Couverture de Markov de niveau 4

Couverture de Markov de niveau 5

Tab. B.1. : Légende des couleurs des couvertures de Markov.
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B.1 Cible : escarre 1 mois avant

pressure_ulcer

age

sm
oker

hearing_im
paired

antipsychotics

aid_for_m
obility

fem
oral_neck_fracture_history

fem
oral_fracture_history

spine_fracture_history

shoulder_fracture_history

w
rist_fracture_history

dates_osteosynthese_fem
ur

hip_fracture_history

pat_osteoporose

delay_after_adm
ission

fall_num
ber

num
ber_attendance_anim

ations

sex

dernier_dates_chutes

pat_bpco

hospitalization_history

pathos

chronic_renal_failure

dernier_dates_presences_anim
ations

last_hospitalization

visually_im
paired

pat_denutrition

pat_incontinence

falls_num
ber

num
ber_attendance_anim

ations_filtered

depression_pathos
antiparkinson_drugs

height

arthritis

cancer_pathos

thyroid_disease

polyarthritis

B
M
I

cholesterol_low
ering_drugs

antiosteoporotic_drugs

pat_asthm
e

pat_depression

pat_hyperthyroidie

pathos_grave

m
alnutrition

bronchodilatators

heart_failure

cardiovascular_disease

coronary_heart_disease

infection_pathos

liver_disease

adm
ission_oriented_in_tim

e

hypertension_pathos

rhythm
_disorder

antibiotics

opioids

incontinence_pathos
pat_m

alabsorption

psychotropics

antidepressants

diabetes

antidiabetics pat_diabete

neurologic_disease

antidem
entia_drugs

6m
o_body_w

eight_change

3m
o_body_w

eight_change

1m
o_body_w

eight_change

tendancy_6m
onth_poidss

difference_6m
onth_poidss

tendancy_3m
onth_poidss

tendancy_1m
onth_poidss

difference_3m
onth_poidss

difference_1m
onth_poidss

last_body_w
eight

1m
o_m

ean_systolic_blood_pressure

3m
o_m

ean_systolic_blood_pressure

6m
o_m

ean_systolic_blood_pressure

m
ed_hypotension

tendance_6m
onth_dates_presences_anim

ations

adm
ission_transfers

tendance_6m
onth_dates_chutes

tendance_1m
onth_dates_chutes

hospitalization_num
ber

tendance_3m
onth_dates_hospitalisation

antiepileptics

tendance_3m
onth_dates_presences_anim

ations

tendance_1m
onth_dates_presences_anim

ations

last_oriented_in_places

tendance_3m
onth_dates_chutes

tendance_6m
onth_dates_hospitalisation

tendance_1m
onth_dates_hospitalisation

psychostim
ulants

last_adherence_to_treatm
ent

pat_bronchopathie_chronique_obstructive

IV
_fluid_infusion

non_steroidal_antiinflam
m
atory_drugs

m
ed_steroide

corticosteroids

m
ed_estradiol

m
ed_estrogene

pat_diabete_type_1

pat_diabete_type_2

level_dependancy

last_coherent_speech

last_oriented_in_tim
e

last_upper_body_groom
ing

last_low
er_body_groom

ing

last_upper_body_dressing

last_table_ustensils_use

last_eat

last_urinary_hygiene_elim
ination

last_fecal_hygiene_elim
ination

last_indoor_m
obility

last_outdoor_m
obility

entry_level_dependancy

difference_levels_dependancy

last_rem
ote_com

m
unication

adm
ission_coherent_speech

last_coherent_behavior

adm
ission_coherent_behavior

last_participate_in_cultural/sports_activities

adm
ission_oriented_in_places

adm
ission_upper_body_groom

ing

adm
ission_low

er_body_groom
ing

last_m
iddle_body_dressing

last_low
er_body_dressing

adm
ission_upper_body_dressing

adm
ission_m

iddle_body_dressing

adm
ission_low

er_body_dressing

adm
ission_table_ustensils_use

adm
ission_eat

adm
ission_urinary_hygiene_elim

ination

adm
ission_fecal_hygiene_elim

ination

transfers_dependence

adm
ission_indoor_m

obility

adm
ission_outdoor_m

obility

adm
ission_rem

ote_com
m
unication

last_personnal_m
anagem

ent

last_distance_purchasing

adm
ission_personnal_m

anagem
ent

last_m
eal_preparation

adm
ission_m

eal_preparation

last_do_all_housew
orks

last_public_transportation_use

adm
ission_do_all_housew

orks

adm
ission_public_transportation_use

adm
ission_distance_purchasing

adm
ission_adherence_to_treatm

ent

adm
ission_participate_in_cultural/sports_activities
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B.2 Cible : escarre 2 mois avant

escarre

pat_denutrition

age

fum
eur

m
alentendant

insuffisance_renale_pathos

aide_deplacem
ent

dates_fracture_col_fem
urdates_fracture_fem

ur

dates_fracture_colonne_vertebrale

pat_osteoporose dates_fracture_epaule

dates_fracture_poignet
dates_osteosynthese_fem

ur

dates_fracture_hanche

pat_bpco

m
alvoyant

nom
bre_chutes

dernier_dates_chutes

dernier_dates_hospitalisation

nom
bre_presences_anim

ations

pathos

infection_pathos

sexe

taille

cancer_pathos

dysthyroidie_pathos

IM
C

tendance_3m
ois_dates_chutes

m
ed_cholesterol

m
ed_osteoporose

m
ed_estradiol

m
ed_estrogene

pat_asthm
e

gir_17

poidss_last

pathos_grave

denutrition_pathos
insuffisance_cardio_pathos

affection_cardiovasc

coronaropahie_pathos

incontinence_pathos

gir_entree_5

hypertension_pathos

trouble_rythm
e_pathos

m
ed_infection

arthrite_pathos

m
ed_m

orphine

pat_incontinence

depression_pathos

m
ed_psycholeptique

m
ed_depression

pat_depression

diabete_pathos

m
ed_diabete

pat_diabete pat_hyperthyroidie

affection_hepatique_pathos

polyarthrite_pathos

affection_neuro

m
ed_dem

ence

m
ed_parkinson

gir_entree_4

pourcentage_tendance_6m
ois_poidss

pourcentage_tendance_3m
ois_poidss

pourcentage_tendance_1m
ois_poidss

difference_3m
ois_poidss

tendance_6m
ois_poidss

difference_6m
ois_poidss

tendance_3m
ois_poidss

tendance_1m
ois_poidss

difference_1m
ois_poidss

gir_6
gir_13

m
oyenne_1m

ois_tensions

m
oyenne_3m

ois_tensions

m
oyenne_6m

ois_tensions

m
ed_hypotension

nb_dates_presences_anim
ations

tendance_6m
ois_dates_presences_anim

ations

nb_dates_chutes

tendance_6m
ois_dates_chutes

tendance_1m
ois_dates_chutes

nb_dates_hospitalisation

tendance_6m
ois_dates_hospitalisation

m
ed_epilepsie

gir_entree_6

tendance_3m
ois_dates_presences_anim

ations

tendance_1m
ois_dates_presences_anim

ations

dernier_dates_presences_anim
ations

tendance_3m
ois_dates_hospitalisation

tendance_1m
ois_dates_hospitalisation

m
ed_psychoanaleptique

gir_25

gir_16

m
ed_m

arqueur_bpco

m
ed_psychose

pat_bronchopathie_chronique_obstructive

m
ed_anti_inflam

atoire_non_steroidien

m
ed_perfusion

m
ed_steroide

m
ed_corticoide

pat_diabete_type_1

pat_diabete_type_2

gir_1

gir_3

gir_4

gir_5

gir_7

gir_8

gir_9

gir_12

gir_14

gir_15

gir_18

gir_entree_1

gir_entree_7

gir_entree_8

diff_gir

gir_19

gir_entree_3

gir_26

gir_10

gir_11

gir_entree_9

gir_entree_10

gir_entree_11

gir_entree_12gir_entree_13

gir_entree_14

gir_entree_15

gir_entree_16

gir_entree_17

gir_23

gir_entree_18gir_entree_19

gir_20

gir_entree_20

gir_21

gir_entree_21

gir_22

gir_entree_22

gir_24

gir_entree_23

gir_entree_24

gir_entree_25

gir_entree_26
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B.3 Cible : escarre 3 mois avant

escarre

m
ed_dem

ence

pat_denutrition

age

fum
eur

m
alentendant

insuffisance_renale_pathos

affection_neuro

m
ed_parkinson

aide_deplacem
ent

dernier_dates_presences_anim
ations

gir_17

gir_25

dates_fracture_col_fem
ur

dates_fracture_fem
ur

dates_fracture_colonne_vertebrale

pat_osteoporose

dates_fracture_epaule

dates_osteosynthese_fem
ur

gir_16

dates_fracture_hanche

dates_fracture_poignet

pat_bpco

m
alvoyant

pat_incontinence

nom
bre_chutes

pourcentage_tendance_6m
ois_poidss

dernier_dates_chutes

dernier_dates_hospitalisation

nom
bre_presences_anim

ations

sexe

pathos

infection_pathos

taille

cancer_pathos

dysthyroidie_pathos

IM
C

tendance_3m
ois_dates_chutes

m
ed_cholesterol

m
ed_osteoporose

m
ed_estradiol

m
ed_estrogene

pat_asthm
e

poidss_last

pathos_grave

denutrition_pathos
insuffisance_cardio_pathos

affection_cardiovasc

coronaropahie_pathos

incontinence_pathos

m
ed_m

arqueur_bpco

gir_entree_5

hypertension_pathos

trouble_rythm
e_pathos

arthrite_pathos

depression_pathos

m
ed_depression

pat_depression

diabete_pathos

affection_hepatique_pathos
m
ed_diabete

pat_diabete

pat_hyperthyroidie

polyarthrite_pathos

gir_entree_4

pourcentage_tendance_3m
ois_poidss

difference_6m
ois_poidss

pourcentage_tendance_1m
ois_poidss

tendance_6m
ois_poidss

tendance_3m
ois_poidss

tendance_1m
ois_poidss

difference_3m
ois_poidss

difference_1m
ois_poidss

gir_6
gir_13

m
oyenne_1m

ois_tensions

m
oyenne_3m

ois_tensions

m
oyenne_6m

ois_tensions

m
ed_hypotension

nb_dates_presences_anim
ations

gir_entree_1

nb_dates_chutes

tendance_6m
ois_dates_chutes

tendance_1m
ois_dates_chutes

nb_dates_hospitalisation

tendance_6m
ois_dates_hospitalisation

m
ed_epilepsie

gir_entree_6

tendance_6m
ois_dates_presences_anim

ations

tendance_3m
ois_dates_presences_anim

ations

tendance_1m
ois_dates_presences_anim

ations

tendance_3m
ois_dates_hospitalisation

tendance_1m
ois_dates_hospitalisation

m
ed_psychoanaleptique

m
ed_psycholeptique

m
ed_psychose

gir_4

pat_bronchopathie_chronique_obstructive

m
ed_infection

m
ed_perfusion

m
ed_anti_inflam

atoire_non_steroidien

m
ed_steroide

m
ed_m

orphine

m
ed_corticoide

pat_diabete_type_1

pat_diabete_type_2

gir_1

gir_3

gir_5

gir_7

gir_8

gir_9

gir_12

gir_14

gir_15

gir_18

gir_entree_7

gir_entree_8

diff_gir
gir_19

gir_entree_3

gir_26

gir_10

gir_11

gir_entree_9

gir_entree_10

gir_entree_11

gir_entree_12

gir_entree_13

gir_entree_14

gir_entree_15

gir_entree_16

gir_entree_17

gir_entree_18

gir_entree_19

gir_20

gir_entree_20

gir_21

gir_entree_21

gir_22

gir_entree_22

gir_23

gir_entree_23

gir_24gir_entree_24

gir_entree_25

gir_entree_26
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B.4 Cible : hospitalisation en urgence

hospitalisation_urgence

m
alentendant

m
alvoyant

aide_deplacem
ent

m
ed_cholesterol

pat_denutrition

sexe

taille

dates_fracture_poignet

m
ed_osteoporose

pat_osteoporose

pat_bpco

pat_asthm
e

pat_hyperthyroidie

fum
eur

age

m
ed_epilepsie

m
ed_psychose

m
ed_parkinson

nom
bre_chutes

nb_dates_chutes
dernier_dates_chutes

nom
bre_presences_anim

ations

nb_dates_presences_anim
ations

gir_18

dates_fracture_col_fem
ur

dates_fracture_fem
ur

dates_fracture_colonne_vertebrale
dates_osteosynthese_fem

ur
dates_fracture_hanche

dates_fracture_epaule

affection_neuro

affection_cardiovasc

pourcentage_tendance_1m
ois_poidss

tendance_1m
ois_poidss

difference_1m
ois_poidss

dernier_dates_presences_anim
ations

poidss_last

IM
C

pat_diabete

m
oyenne_1m

ois_tensions

gir_13

tendance_1m
ois_dates_presences_anim

ations

tendance_1m
ois_dates_chutes

m
ed_diabete

m
ed_depression

m
ed_m

orphine

gir_5

m
ed_dem

ence

m
ed_infection

m
ed_estradiol

m
ed_m

arqueur_bpco

m
ed_anti_inflam

atoire_non_steroidien

m
ed_perfusion

gir_16

m
ed_hypotension

m
ed_steroide

m
ed_corticoide

m
ed_estrogene

pat_depression

pat_diabete_type_1

pat_diabete_type_2

pat_incontinence

pat_bronchopathie_chronique_obstructive

gir_1

gir_7

gir_8

gir_9

gir_11

gir_12

gir_14

gir_15

gir_entree_1

diff_gir

gir_3

gir_6

gir_19

gir_entree_3

gir_4

gir_entree_4

gir_entree_5

gir_entree_6

gir_entree_7

gir_entree_8

gir_10

gir_entree_9

gir_entree_10

gir_entree_11

gir_entree_12

gir_entree_13
gir_entree_14

gir_entree_15

gir_17

gir_entree_16

gir_entree_17

gir_23
gir_entree_18

gir_26

gir_entree_19

gir_20

gir_21

gir_entree_20
gir_22

gir_25
gir_entree_21

gir_entree_22

gir_entree_23

gir_24

gir_entree_24

gir_entree_25

gir_entree_26
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B.5 Cible : fracture

fracture

sexe

difference_3m
ois_poidss

dernier_dates_chutes

m
alentendant

alcool

m
alvoyant

age

hypertension_pathos

affection_cardiovasc

gir_entree_4

taille

dysthyroidie_pathos

pat_asthm
e

fum
eur

pat_bpco

poidss_last
tendance_1m

ois_album
inem

ies

nom
bre_chutes

affection_neuro

nb_dates_chutes
m
ed_psycholeptique

pathos

insuffisance_cardio_pathos

trouble_rythm
e_pathos

denutrition_pathos

depression_pathos

nom
bre_presences_anim

ations

nb_dates_presences_anim
ations

aide_deplacem
ent

m
ed_psychoanaleptique

pathos_grave

coronaropahie_pathos

infection_pathos

cancer_pathos

diabete_pathos

m
ed_infection

arthrite_pathos

incontinence_pathos

insuffisance_renale_pathos

affection_hepatique_pathos

polyarthrite_pathos

pourcentage_tendance_3m
ois_poidss

pourcentage_tendance_1m
ois_poidss

tendance_1m
ois_poidss

tendance_3m
ois_poidss

difference_1m
ois_poidss

dernier_m
nas_sim

plifies
IM
C

pat_diabete
dernier_m

m
ses

dernier_m
nas

gir_entree_6

tendance_3m
ois_album

inem
ies

m
oyenne_1m

ois_tensions

m
oyenne_3m

ois_tensions

tendance_3m
ois_dates_presences_anim

ations

tendance_1m
ois_dates_presences_anim

ations

tendance_3m
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Annexe : Tables des
résultats étendus

C
C.1 Scores des classifieurs pour la prédiction

d’escarre 1 mois avant

M
odèle

F2-Score
F1-Score

Précision
/

R
appel/

A
ccu

racy
Specifi

city
N

PV
V

PP
Sensibilité

B
N

C
lassifier

0.67
(0.01)

0.47
(0.01)

0.32
(0.01)

0.94
(0.04)

0.40
(0.03)

0.18
(0.05)

0.88
(0.02)

Q
D

A
0.50

(0.08)
0.45

(0.03)
0.39

(0.03)
0.56

(0.14)
0.60

(0.08)
0.62

(0.17)
0.78

(0.02)

N
aive

B
ayes

0.47
(0.01)

0.55
(0.01)

0.38
(0.01)

0.63
(0.01)

0.60
(0.00)

0.58
(0.01)

0.79
(0.00)

D
ecision

Tree
0.39

(0.01)
0.38

(0.01)
0.37

(0.01)
0.39

(0.01)
0.63

(0.00)
0.73

(0.00)
0.75

(0.00)

M
LP

0.37
(0.04)

0.39
(0.03)

0.44
(0.01)

0.36
(0.05)

0.68
(0.01)

0.81
(0.04)

0.76
(0.01)

X
gB

oost
0.33

(0.01)
0.39

(0.01)
0.56

(0.01)
0.30

(0.01)
0.73

(0.00)
0.91

(0.00)
0.76

(0.00)

A
daB

oost
0.24

(0.01)
0.30

(0.01)
0.56

(0.01)
0.21

(0.01)
0.72

(0.00)
0.93

(0.00)
0.74

(0.00)

Logistic
R

egression
0.21

(0.01)
0.27

(0.01)
0.56

(0.01)
0.18

(0.01)
0.72

(0.00)
0.94

(0.00)
0.74

(0.00)

R
andom

Forest
0.14

(0.01)
0.20

(0.01)
0.65

(0.02)
0.12

(0.01)
0.72

(0.00)
0.97

(0.00)
0.73

(0.00)

Tab. C.1. : Métriques (moyenne (écart-type)) évaluant les performances des différents
modèles pour la prédiction à un mois des escarres chez les résidents en EHPAD.
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C.2 Scores des classifieurs pour la prédiction
d’escarre 2 mois avant

M
odèle

F2-score
F1-Score

Précision/
R

appel/
A

ccuracy
V

PP
Sensibilité

Logistic
R

egression
0.10

[0.09,0.11]
0.15

[0.14,0.16]
0.50

[0.47,0.54]
0.09

[0.08,0.10]
0.72

[0.72
0.73]

D
ecision

Tree
0.35

[0.33,0.36]
0.34

[0.33,0.35]
0.33

[0.32,0.34]
0.35

[0.33,0.37]
0.62

[0.61,0.63]

R
andom

Forest
0.07

[0.06,0.08]
0.10

[0.09,0.11]
0.51

[0.48,0.55]
0.06

[0.05,0.06]
0.72

[0.72,0.73]

M
LP

0.33
[0.24,0.41]

0.34
[0.28,0.40]

0.37
[0.36,0.39]

0.32
[0.21,0.42]

0.66
[0.63,0.69]

A
daB

oost
0.10

[0.09,0.12]
0.15

[0.13,0.17]
0.48

[0.45,0.52]
0.09

[0.07,0.10]
0.72

[0.71,0.73]

N
aive

B
ayes

0.54
[0.50,0.58]

0.45
[0.44,0.46]

0.35
[0.34,0.37]

0.62
[0.54,0.70]

0.58
[0.54,0.62]]

Q
D

A
0.50

[0.35,0.65]
0.42

[0.36,0.48]
0.34

[0.31,0.38]
0.57

[0.31,0.83]
0.57

[0.45,0.69]

X
gB

oost
0.21

[0.20,0.22]
0.26

[0.25,0.28]
0.47

[0.44,0.49]
0.18

[0.17,0.2
]

0.71
[0.71,0.72]

B
N

C
lassifier

0.64
[0.62,0.65]

0.46
[0.45,0.47]

0.32
[0.31,0.32]

0.85
[0.84,0.87]

0.45
[0.43,0.46]

Tab. C.2. : Métriques (moyenne [IC à 95%]) évaluant les performances des différents
modèles pour la prédiction à deux mois des escarres chez les résidents en
EHPAD.

C.2 Scores des classifieurs pour la prédiction d’escarre 2 mois
avant
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C.3 Scores des classifieurs pour la prédiction
d’escarre 3 mois avant

M
odèle

F2-score
F1-Score

Précision/
R

appel/
A

ccuracy
V

PP
Sensibilité

Logistic
R

egression
0.07

[0.06,0.08]
0.10

[0.09,0.12]
0.51

[0.47,0.55]
0.06

[0.05,0.07]
0.73

[0.73,0.74]

D
ecision

Tree
0.33

[0.31,0.35]
0.33

[0.31,0.34]
0.32

[0.30,0.33]
0.34

[0.32,0.36]
0.62

[0.62,0.63]

R
andom

Forest
0.05

[0.05,0.06]
0.08

[0.07,0.09]
0.52

[0.48,0.55]
0.04

[0.04,0.05]
0.73

[0.73,0.74]

M
LP

0.32
[0.27,0.36]

0.33
[0.30,0.36]

0.36
[0.34,0.39]

0.31
[0.24,0.37]

0.66
[0.64,0.69]

A
daB

oost
0.10

[0.09,0.12]
0.15

[0.13,0.17]
0.48

[0.45,0.52]
0.09

[0.07,0.1
]

0.72
[0.71,0.73]

N
aive

B
ayes

0.53
[0.49,0.57]

0.44
[0.42,0.45]

0.34
[0.32,0.36]

0.61
[0.53,0.70]

0.58
[0.53,0.62]

Q
D

A
0.50

[0.35,0.65]
0.42

[0.36,0.48]
0.34

[0.31,0.38]
0.57

[0.31,0.83]
0.57

[0.45,0.69]

X
gB

oost
0.21

[0.20,0.22]
0.26

[0.25,0.28]
0.47

[0.44,0.49]
0.18

[0.17,0.20]
0.71

[0.71,0.72]

Tab. C.3. : Métriques (moyenne [IC à 95%]) évaluant les performances des différents
modèles pour la prédiction à trois mois des escarres chez les résidents en
EHPAD.
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C.4 Scores des classifieurs pour la prédiction
d’hospitalisation en urgence

M
odèle

F2-score
F1-Score

Précision/
R

appel/
A

ccuracy
V

PP
Sensibilité

Logistic
R

egression
0.15

[0.15,0.16]
0.2

[0.2,0.21]
0.45

[0.43,0.46]
0.13

[0.13,0.14]
0.73

[0.72,0.73]

D
ecision

Tree
0.38

[0.36,0.38]
0.37

[0.36,0.38]
0.36

[0.35,0.37]
0.38

[0.36,0.39]
0.65

[0.65,0.66]

R
andom

Forest
0.09

[0.08,0.1]
0.13

[0.12,0.14]
0.44

[0.41,0.48]
0.07

[0.07,0.08]
0.73

[0.73,0.74]

M
LP

0.29
[0.24,0.35]

0.33
[0.28,0.37]

0.4
[0.39,0.42]

0.28
[0.21,0.34]

0.7
[0.69,0.71]

A
daB

oost
0.17

[0.16,0.18]
0.22

[0.21,0.23]
0.44

[0.42,0.46]
0.14

[0.14,0.15]
0.72

[0.72,0.73]

N
aive

B
ayes

0.50
[0.48,0.51]

0.46
[0.44,0.47]

0.4
[0.39,0.41]

0.53
[0.51,0.55]

0.66
[0.66,0.67]

Q
D

A
0.63

[0.56,0.69]
0.45

[0.41,0.48]
0.3

[0.24,0.37]
0.88

[0.65,1.11]
0.42

[0.20,0.63]

X
gB

oost
0.22

[0.2,0.24]
0.27

[0.25,0.29]
0.45

[0.43,0.46]
0.2

[0.18,0.21]
0.72

[0.72,0.73]

B
N

C
lassifier

0.66
[0.64,0.67]

0.52
[0.51,0.53]

0.38
[0.37,0.39]

0.8
[0.77,0.83]

0.6
[0.59,0.62]

Tab. C.4. : Métriques (moyenne [IC à 95%]) évaluant les performances des différents
modèles pour la prédiction d’hospitalisation en urgence chez les résidents en
EHPAD.

C.4 Scores des classifieurs pour la prédiction d’hospitalisation en
urgence
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C.5 Scores des classifieurs pour la prédiction de
fracture

M
odèle

F2-score
F1-Score

Précision/
R

appel/
A

ccuracy
V

PP
Sensibilité

Logistic
R

egression
0.01

[0.0,0.02]
0.02

[0.01,0.03]
0.61

[0.34,0.87]
0.01

[0.0,0.01]
0.95

[0.95,0.95]

D
ecision

Tree
0.16

[0.14,0.18]
0.15

[0.13,0.17]
0.14

[0.12,0.15]
0.17

[0.15,0.19]
0.90

[0.90,0.91]

R
andom

Forest
0.0

[0.0,0.0]
0.0

[0.0,0.0]
0.02

[0.00,0.06]
0.0

[0.0,0.0]
0.95

[0.95,0.95]

M
LP

0.12
[0.07,0.18]

0.14
[0.1,0.18]

0.2
[0.15,0.24]

0.11
[0.05,0.18]

0.93
[0.92,0.95]

A
daB

oost
0.0

[0.0,0.01]
0.0

[0.0,0.01]
0.39

[0.0,1.0]
0.0

[0.0,0.0]
0.95

[0.95,0.95]

N
aive

B
ayes

0.26
[0.25,0.28]

0.13
[0.12,0.14]

0.07
[0.07,0.08]

0.80
[0.73,0.86]

0.48
[0.41,0.54]

Q
D

A
0.24

[0.22,0.27]
0.12

[0.10,0.13]
0.06

[0.05,0.07]
0.89

[0.70,1.0]
0.33

[0.14,0.52]

X
gB

oost
0.10

[0.09,0.11]
0.14

[0.12,0.16]
0.58

[0.47,0.68]
0.08

[0.07,0.09]
0.95

[0.95,0.95]

B
N

C
lassifier

0.31
[0.28,0.33]

0.17
[0.16,0.19]

0.1
[0.09,0.11]

0.62
[0.55,0.69]

0.7
[0.67,0.73]

Tab. C.5. : Métriques (moyenne [IC à 95%]) évaluant les performances des différents
modèles pour la prédiction de fracture chez les résidents en EHPAD.
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