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Avant-propos 1
Les travaux de thèse sur l’attractivité des visages que nous allons pré-
senter ici se placent autour de la question de l’origine des préférences.
En particulier, nous avons exploré la dualité entre la préférence en tant
qu’indicateur de qualité ou en tant que biais perceptuel. Pour ce faire, nous
avons étudié des cas d’applications concrets permettant d’éclairer l’im-
portance respective de ces deux explications, constituant les 3 objectifs
de cette thèse (Cf. Fig. 1.1).

Fig. 1.1 : Articulations des 3 objectifs de la thèse autour de la question de l’origine des préférences (production personnelle)

Avant de détailler les enjeux et réalisations issus de ces trois objectifs, nous
explorerons en introduction générale les différents concepts nécessaires
pour comprendre l’articulation de nos travaux autour de l’attractivité
faciale et les choix des approches variées utilisées. Ensuite, nous pré-
senterons ces travaux sous la forme d’articles scientifiques. Enfin, nous
reviendrons sur les perspectives et les limites de ces travaux dans une
discussion générale, où nous développerons aussi des axes de travail qui
n’auront pas été traités dans les chapitres précédents.
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2.1 Qu’est ce que l’attractivité faciale?

Les visages ont de nombreuses fonctions essentielles dans les échanges
sociaux, que ce soit chez les humains ou les autres animaux. Ces fonctions
peuvent concerner le choix de partenaire sexuel ou amoureux, ou la prise
de décision dans un cadre collaboratif, conflictuel, ou encore profession-
nel. Pour des espèces sociales, l’attractivité du visage est un paramètre
rapidement pris en compte par les congénères et qui va donc façonner les
interactions avec cet individu.

Afin de comprendre comment un visage est perçu, nous développerons
en premier lieu le fonctionnement et l’organisation du système visuel.
Ensuite, nous décrirons quels mécanismes entrent en jeu dans l’évaluation
de l’attractivité des visages.

2.1.1 Perception visuelle

Un tiers des embranchements animaux ont des yeux [1] , et d’autres règnes
possèdent aussi des organes sensibles à la lumière. Le système visuel
est l’ensemble des organes d’un être vivant doté de vision permettant
l’acquisition, le traitement et l’interprétation d’information provenant de
rayons lumineux.

Chez les mammifères, ces rayons lumineux pénètrent tout d’abord dans
l’œil par la cornée, transparente, située à l’avant, puis par le cristallin, une
lentille biconvexe permettant de focaliser la lumière. La pupille, controlée
par l’iris, permet ensuite de plus ou moins laisser entrer la lumière sur
la rétine, couche sensible à la lumière. L’information visuelle, jusqu’à
maintenant sous forme de rayons lumineux, change alors de nature. Les
photorécepteurs situés sur la rétine, cône et bâtonnets, responsables res-
pectivement de la vision des couleurs et de la vision à faible luminosité,
transforment l’information visuelle en signaux électriques.

Les fibres nerveuses du nerf optique transmettent ces signaux au cerveau,
en particulier au cortex visuel, situé dans le lobe occipital du cerveau (à
l’arrière du crâne). C’est la zone du cerveau responsable du traitement
des informations visuelles. Le cortex visuel est composé de plusieurs
aires. L’aire V1, aussi connue sous le nom de cortex visuel primaire, traite
les informations visuelles simples et localisées, comme les contrastes
de luminosité ou les contours et les bords des objets. Les aires V2 à V5
forment le cortex visuel associatif. Celui-ci est spécialisé dans l’intégra-
tion et l’interprétation d’informations visuelles plus complexes comme
les mouvements, les couleurs ou les textures. Ces aires sont organisées
hiérarchiquement. Les signaux traités dans l’aire V1 sont ensuite transmis
aux aires V2 et V3, ou sont traités les contours et les textures, puis aux
aires V4, où sont traités les couleurs et les formes, et V5, où sont traités la
vitesse et la direction des objets pour en percevoir le mouvement. Enfin
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Fig. 2.1 : Représentation schématique du traitement de l’information des visages par le système visuel des mammifères,
depuis l’acquisition de l’information lumineuse jusqu’au traitement perceptif et cognitif. Cette figure n’a pas vocation à
représenter de manière exhaustive la structure détaillée du système visuel mais plutôt de présenter une vue globale des étapes du
traitement visuel des visages (production personnelle)

[2] : Kanwisher et al. (2006), «The fusi-
form face area»

[3] : Tong et al. (2004), Classification of
Digital Photos Taken by Photographers or
Home Users
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[6] : Amirshahi et al. (2014), «Evaluating
the Rule of Thirds in Photographs and
Paintings»

le cortex Inféro-Temporal (IT) est impliqué dans la reconnaissance des
objets et des formes à partir des informations des aires précédentes.

Une autre partie du cerveau, l’aire fusiforme des visages (FFA, pour Fu-
siform Face Area), est spécialisée dans la perception, la reconnaissance
et la différenciation des visages. Elle est située dans le lobe temporal du
cerveau, a la base du crâne. Cette partie a la particularité de prendre
en considération l’ensemble des caractéristiques d’un visage de manière
unifiée, contrairement à d’autres régions du cerveau qui traitent les ca-
ractéristiques des objets individuellement [2]. Ce sont principalement les
informations de formes et de couleurs de l’aire V4 qui sont utilisées par la
FFA pour reconnaître les visages. Au-delà du processus de perception, la
FFA interagit avec des régions cérébrales impliquées dans des fonctions
cognitives, en particulier la mémoire pour associer les visages perçus à
des identités connues (Cf. Fig. 2.1).

2.1.2 Mécanismes de l’attractivité des visages

On propose comme définition, volontairement générale et parcimonieuse,
de l’attractivité la capacité d’un objet à attirer, à susciter l’intérêt. La
notion d’objet est ici utilisée dans son sens phénoménologique, c’est à dire
qu’il s’agit d’une entité ou d’un phénomène se présentant à l‘expérience
d’un sujet qui le perçoit. Une personne, a fortiori un visage, est donc un
objet. Le concept de beauté, intrinsèquement lié à l’attractivité mais plus
spécifique, sera développé dans la partie suivante.

Historiquement, les premiers travaux et réflexions autour de l’attractivité
ont concerné les caractéristiques qui rendaient, au-delà des visages, des
objets beaux universellement, comme le nombre d’or, la symétrie, ou le
caractère fractal. Bien qu’incomplète, cette approche a connu des dévelop-
pements jusqu’à aujourd’hui. En vision par ordinateur, des travaux ont
montré que des combinaisons de caractéristiques de bas niveau comme
la luminance, le flou, le contraste, les couleurs ou encore la saturation
[3, 4] peuvent prédire l’attractivité d’images. La symétrie est un critère
considéré comme particulièrement attractif [5], ainsi que le caractère
fractal, c‘est-à-dire l’invariance à l’échelle [6]. Plus généralement, ces
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critères objectifs et mesurables ont fait l’objet de nombreux travaux [7,
8].

Concernant les visages en particulier, la symétrie peut être un indicateur
de qualité, comme par exemple dans le cas d’un individu qui aurait réussi
à conserver un visage symétrique malgré des pressions environnemen-
tales [9]. En particulier, cela peut être un indicateur de bonne santé : les
individus dont les visages sont plus symétriques ont moins de maladies
respiratoires [10], ou un indicateur d’une meilleure fécondité [11, 12].
La centralité d’un visage, c’est-à-dire à quel point le visage ressemble
à la majorité (averageness en anglais), est aussi un critère d’attractivi-
té. Il pourrait s’agir d’un indicateur de résistance aux parasites car elle
impliquerait des gènes plus variés donc des protéines moins communes
auxquelles les pathogènes seraient moins adaptés [13]. Du moins, une
préférence a été montrée pour des visages plus centraux [14]. D’autres
caractéristiques sont particulièrement attractives comme la couleur rouge
de certaines parties de la tête chez certains poissons [15], oiseaux [16]
et primates non humains [17]. Des expressions faciales associées à des
traits de personnalité sont aussi perçues comme attractives, comme des
visages avenants, car ils signalent des capacités de coopération et d’inves-
tissement parental [18, 19]. Chez les humains, des traits comme la pilosité
faciale chez les hommes [20] ou le maquillage chez les femmes [21] sont
aussi des facteurs d’attractivité. Enfin, une attractivité plus importante a
été relevée quand le visage observé ressemble à celui de l’ observateur [22,
23]

Néanmoins, les préférences pouvant varier entre différents observateurs
ou au cours de la vie d’un même observateur, l’aspect subjectif de celles-ci
a été, plus tard, considéré. Au-delà des visages, l’appréciation d’œuvres
d’arts est modulée selon le contexte artistique et historique, mais aus-
si selon les paramètres très subjectifs de l’expertise dans le domaine
artistique de l’observateur [24] ainsi que ses émotions au moment de
l’observation [25, 26].

Pour ce qui est des visages, des caractéristiques intrinsèques des obser-
vateurs peuvent aussi influencer leur attractivité, soit directement, soit
en modifiant l’intensité de l’attractivité d’autres facteurs. Pour un ob-
servateur, la perception de sa propre attractivité va augmenter la force
de l’attractivité de la symétrie des visages des autres personnes, de leur
bonne santé apparente ou encore de la préférence, pour les femmes, pour
les visages les plus masculins [27]. Certaines hormones ont aussi des
effets similaires : lors du pic de fertilité du cycle menstruel, quand le
taux d’oestrogène est le plus élevé, les femmes ont une préférence plus
marquée pour les visages plus masculins [28-30]. Simmilairement, les
hommes avec un taux de testostérone plus élevé ont une préférence pour
les visages les plus féminins [31]. Pour les femmes, les visages les plus
masculins sont considérés comme plus attirants dans l’hypothèse d’une
relation courte qu’une relation longue [30, 32]. Par ailleurs, les femmes
ont une aversion plus prononcée pour les visages présentant des carac-
téristiques associées à une maladie, comme la pâleur, quand elles ont
un taux de progestérone plus élevé [33]. Plus généralement, les visages
similaires à celui de l’observateur pouvant laisser présager un apparente-
ment sont préférés [34], mais pas dans un contexte sexuel, pour éviter la
consanguinité. Les caractéristiques de l’environnement vont aussi avoir
un impact sur les préférences : quand l’environnement est moins favorable
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[49] : Langlois et al. (2000), «Maxims or
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[50] : Dion et al. (1972), «What is beauti-
ful is good.»

à une bonne santé, c’est-à-dire quand il y a une prévalence de pathogènes
plus importante et un accès plus difficile aux soins, les femmes préfèrent
les visages les plus masculins [35]. C’est aussi le cas quand il y a plus
d’actes violents dans l’environnement[36]. L’exposition répétée, créant
une impression de familiarité, rend aussi les visages plus attractifs[37-39].
Enfin, le contexte social a une influence dans la mesure où les visages
connus comme étant préférés par d’autres sont considérés comme plus
attractifs[40].

Tous ces critères montrent que l’attractivité faciale revêt de multiples
facettes en lien avec l’esthétique et la beauté. Les nuances entre ces deux
termes sont détaillées en Encadré 1 [[41]]. Nous allons donc par la suite
nous intéresser à cet aspect spécifique de l’attractivité : la beauté.

Encadré 1 : Beauté et esthétique de quoi parle t-on exactement?

Les concepts de beauté et d’esthétique sont étroitement lié, mais des
travaux ont insisté sur la nécéssité de les différencier . La beauté dé-
signe spécifiquement une expérience agréable, hédonique alors
que l’expérience esthétique est plus générale et peut inclure des ex-
périences mixtes ou désagréables comme le vertige. De fait, cette
expérience esthétique, au-delà du plaisir, est basée sur la notion d’at-
tention, d’intérêt. Elle sera d’autant plus intense quand il y aura un
bon compromis entre plaisir de l’expérience et intérêt.

Dans nos travaux, la beauté décrit spécifiquement le plaisir issu de la fa-
cilité de traitement de l’information uniquement pendant le traitement
ascendant de l’information.

2.2 Perception et beauté

Il est difficile d’aborder l’attractivité d’un élément visuel, ici les visages,
sans traiter le concept de beauté, auquel elle est intrinsèquement liée.
Darwin avait défini la beauté comme le plaisir procuré par certaines
couleurs, formes, et sons. Ainsi, nous verrons dans cette partie que définir,
comprendre et même prédire la beauté est une question qui préoccupe
les scientifiques, mais aussi les philosophes et les artistes depuis l’aube
de l’humanité.

2.2.1 Généralités

La beauté confère de nombreux avantages sociaux et sexuels. Les hu-
mains, autant les hommes que les femmes, accordent de l’importance à la
beauté de leurs partenaires potentiels [42]. Dans les sociétés humaines,
être beau permet d’avoir un meilleur salaire [43], d’être embauché plus
facilement[44], d’avoir plus de rendez-vous amoureux[45-47] , d’avoir
une peine plus clémente au tribunal[48] ainsi que beaucoup d’autres sté-
réotypes ayant pour points communs l’idée que ce qui est beau est bon
[49, 50] .

La beauté est un phénomène complexe qui implique la perception, la
cognition et les émotions [51-53]. L’implication de la perception s’ex-
plique par l’hypothèse que la beauté émerge d’une activité neuronale
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particulière du système visuel (décrit en partie 2.1.1) [53-55], réagissant à
des caractéristiques intrinsèques aux objets. L’aspect cognitif s’explique
par l’importance du contexte et des différences interindividuelles, comme
développé en partie 2.1.2. Déjà en 1757 dans De la norme du goût, Hume
affirmait que “la beauté n’est pas une qualité inhérente aux choses elles-
mêmes, elle existe seulement dans l’esprit qui la contemple et chaque
esprit perçoit une beauté différente”. Au XXe siècle, les deux aspects de
l’attractivité développés dans la partie précédente, objectif et subjectif, ont
été pris en compte simultanément à travers l’idée que la beauté émerge
non pas seulement des caractéristiques de l’objet ou de celles de l’obser-
vateur, mais de l’interaction entre les deux[56]. Nous allons nous attarder
dans la partie suivante sur une manière de formaliser cette interaction :
la fluence.

2.2.2 Fluence et prototypicalité

La théorie de la fluence, développée en psychologie, concerne la manière
dont le cerveau traite l’information[57]. La fluence est définie comme une
sensation de facilité dans le traitement de l’information, provoquant une
expérience agréable qui correspond à la beauté. Elle permet de faire le
lien entre les propriétés de l’objet perçu et le système perceptif et cognitif
qui le traite et correspond donc à l’idée d’interaction objet-sujet précé-
demment décrite. De plus, elle explique les préférences pour certaines
caractéristiques évoquées précédemment : par exemple, la symétrie et le
caractère fractal impliquent une redondance de l’information la rendant
plus facile à traiter.

Elle peut être mesurée de différentes manières[58]. Des mesures indirectes
existent, comme le temps de réaction, mais c’est une mesure limitée car
des facteurs de confusion liés au système moteur la rende peu fiable. La
manière probablement la plus précise de la mesurer impliquerait une
analyse de connectivité fonctionnelle basée sur l’imagerie cérébrale, ce
qui n’a pas encore été réalisé. D’autres mesures indirectes comme la pro-
totypicalité ont été explorées. Un prototype est un représentant moyen
d’une catégorie [59]. Expliqué différemment, c’est l’image mentale la
plus probable que l’on peut se faire d’un objet quand nous y pensons
(Cf. Tab. 2.1). Les prototypes ont tendance à être préférés et nous pou-
vons relier cette préférence à l’attractivité de la centralité (averageness)
détaillées en partie 2.1.2. Ces prototypes sont préférés car ils sont faciles
à catégoriser, à classifier et donc à reconnaître. Cette facilité accrue dans
le traitement de l’information pourrait donc expliquer que les prototypes
sont, d’une manière générale, jugés comme attractifs. Nous voyons alors
le lien avec la fluence puisque ce codage efficient implique une facilité du
traitement de l’information.

Nous avons dans les parties précédentes évoqué la masculinité et la fémi-
nité comme des critères d’attractivité parmi d’autres. Si nous définissons
ces deux notions comme la proximité respective à un prototype masculin
ou féminin, nous voyons que ce type de préférence peut également s’ex-
pliquer par la théorie de la fluence. Pour autant, les caractéristiques et la
perception de la masculinité et de la féminité sont liées à l’évolution des
comportements et des signaux sociaux-sexuels que nous allons détailler
dans la partie suivante.
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Tab. 2.1 : Exemples d’objets de la vie quotidienne correspondant ou non à des prototypes. Pour chacun d’entre eux, on a utilisé
le modèle génératif d’images à partir de texte Dall-e avec comme prompt : “crée une image d’un objet normal” pour les prototypes, et
“crée une image d’un objet bizarre” pour les non prototypes, en remplaçant “objet” par “chaise”, “arbre”, ou “oiseau”.

chaise arbre oiseau

prototype

non prototype

Fig. 2.2 : Un paon bleu mâle adulte
faisant la roue (image libre de droits)

Fig. 2.3 : Un cerf mâle (image libre de
droits)

Fig. 2.4 : Un cardinal rouge (image libre
de droits)

[60] : Cézilly et al. (2010), «La sélection
sexuelle»
[61] : Rosenthal (2017), Mate Choice

2.3 Sélection sexuelle et choix de partenaire

Les espèces évoluent. Autrement dit, à travers les générations, les phéno-
types des organismes, les caractéristiques des populations, mais surtout
les gènes, changent à travers les générations. Le mécanisme majeur de
cette évolution est la sélection naturelle : les caractéristiques les plus
avantageuses dans un environnement vont augmenter la survie des indi-
vidus les possédant, et donc leur descendance. Cependant, ce mécanisme
n’explique pas toutes les caractéristiques des êtres vivants. Certains ca-
ractères extravagants comme la queue des paons (Cf. Fig. 2.2) ou les bois
des cervidés (Cf. Fig. 2.3) sont encombrants pour le déplacement et très
visibles pour les prédateurs. Néanmoins, ils ne présentent pas d’intérêt
pour la survie des individus. Cela s’explique par une sélection de certains
traits (Cf. encadré 2 ) sur un avantage autre que la survie : l’accès aux
partenaires sexuels. Il s’agit de sélection sexuelle. Nous allons expliquer
de quoi il s’agit et les liens avec le sujet de la thèse en partie 2.3.1, puis
nous focaliser sur un aspect particulier : le dimorphisme sexuel, en partie
2.3.2.

2.3.1 Définitions et généralités

Plus rigoureusement, la sélection sexuelle est définie comme “le processus
par lequel certains caractères sont sélectionnés en vertue de l’avantage
qu’ils confèrent dans l’accès aux partenaires sexuels” [60]. Elle se divise
en deux catégories. La sélection intrasexuelle, correspond aux traits sé-
lectionnés pour obtenir un avantage compétitif entre individus du même
sexe, par exemple lors de combats (comme les bois des cerfs). La séléction
intersexuelle correspond aux traits séléctionnés pour obtenir un avantage
pour être choisi par un partenaire du sexe opposé (Mate choice dans la
littérature [61]). Par exemple, le plumage rouge vif du cardinal rouge mâle
Cardinalis cardinalis est utilisé pour attirer les femelles(Cf. Fig. 2.4).

Les traits sélectionnés dans ce contexte sont les caractères sexuels secon-
daires. Les caractères sexuels primaires correspondent aux traits directe-
ment impliqués dans la reproduction : les organes génitaux, permettant
la production de gamètes, l’accouplement et la gestation. Les caractères
sexuels secondaires sont par opposition ceux qui ne sont pas directement
impliqués dans le processus de reproduction mais qui jouent un rôle dans
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l’attraction des partenaires et la compétition entre les individus du même
sexe, donc dans la séléction sexuelle.

Encadré 2 : Traits signaux et préférences

Chez les êtres vivants, quand on parle de traits, on s’intéresse à des
caractères phénotypiques, qui peuvent être observés.

Ainsi, un signal visuel peut être un trait. Il s’agit d’une information
visuelle du phénotype d’un individu permettant aux autres individus
d’en savoir plus.

Une préférence est aussi un trait, y compris une préférence pour un
signal.

Les traits des visages en particulier sont considérés comme des si-
gnaux honnêtes, qui n’émettent pas de fausse information permettant
à l’individu de “tricher” vis-à-vis de ses congénères [62] [62] : Gangestad et al. (2005), «The

Evolution of Human Physical Attracti-
veness»

.

La séléction intersexuelle nécessite une préférence chez l’un des parte-
naire, qui peut avoir deux origines. Dans un premier cas, une caracté-
ristique phénotypique visuelle peut apparaitre en premier lieu chez l’un
des deux sexes, puis une préférence pour ce signal sexuel spécifiquement
apparait secondairement chez le sexe opposé. Dans le second cas, une pré-
férence peut être dite latente, c’est-à-dire exister alors que le signal sexuel
n’existe pas encore, et ne s’exprimer que si le signal apparaît secondaire-
ment. Ces préférences ne naissent donc non pas d’une sélection sexuelle
mais sont généralement liées à d’autres fonctions (comme l’alimentation)
et sont à l’origine soumises à sélection naturelle.

2.3.2 Dimorphisme sexuel et impacts

Le dimorphisme sexuel est la différence entre les mâles et les femelles
d’une même espèce. Cette différence peut impliquer la taille et la morpho-
logie, mais aussi la couleur ou les comportements. Comme vu précédem-
ment, le dimorphisme sexuel peut provenir d’une pression de sélection
sexuelle aboutissant à des traits exagérés chez l’un ou l’autre des sexes
d’une même espèce. Toutefois, la sélection sexuelle n’est pas la seule
explication de ce dimorphisme : certaines caractéristiques dimorphiques
peuvent s‘expliquer par le rôle différent dans la reproduction, la gestation
et les soins aux jeunes, ou la recherche de nourriture. Le terme de dimor-
phisme sexuel peut à la fois désigner la différence entre les deux sexes
d’une espèce en général, mais aussi, pour un individu en particulier, la
différence d’avec l’autre sexe.

Le régime d’appariement des espèces a une influence sur l’intensité du
dimorphisme sexuel. Dans des espècesmonogames, le dimorphisme sexuel
est plus faible car il y a moins de pression pour un sexe de développer
des traits exagérés pour attirer l’autre sexe. A l’inverse, dans les régimes
de polygynie (un mâle s’accouple avec plusieurs femelles) et polyandrie
(une femelle s’accouple avec plusieurs mâles), le dimorphisme est plus
important, car la compétition accrue induite par ce déséquilibre en terme
de nombre de partenaires favorise le développement de traits secondaires
exagérés.





1 : Dans cette partie, nous donnerons en
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On a vu jusqu’à maintenant que l’attractivité des visages est multifacto-
rielle. Plus encore, ces facteurs sont liés entre eux, et s’inscrivent dans
différents contextes : organisation sociale, fonctionnement du cerveau et
évolution des espèces. Cette complexité caractérisant l’attractivité faciale
rend nécessaire l’utilisation d’outils puissants pour la comprendre et défi-
nir clairement le rôle des facteurs qui la régissent et leurs interactions.

Dans cette partie, nous proposons l’intelligence artificielle (IA) comme
un outil de modélisation de l’attractivité des visages. L’image numérique
est le meilleur moyen de transformer un visage en structure de données
compréhensible par un ordinateur. Cependant, les images présentent une
forte autocorrélation spatiale (les pixels proches se ressemblent) et sont
des structures de données avec un nombre de variables très élevé (il y a
des centaines de milliers de pixels, de chacun trois variables, dans une
image). Ces contraintes sont difficiles à gérer pour les modèles de statis-
tiques traditionnels, mais plus en adéquation avec les forces des modèles
d’apprentissage profond qui ont émergé depuis une dizaine d’années. Ces
modèles sont en effet capables de réduire la dimensionnalité des images
tout en captant une grande partie de la variance de ces données et des
facteurs qui les structurent. De plus, dans les espaces algébriques créés
par ces modèles, les variables en jeux peuvent être démêlées (disentangle-
ment1 ), les rendant plus faciles à expliquer et à interpréter. En outre, bien
que les modèles d’IA n’aient pas été conçus comme des copies du cerveau
humain, la manière dont ils traitent l’information peut, dans une certaine
mesure, être assimilée au traitement des images par le cortex visuel que
nous avons détaillé en partie 2.1.1. Enfin, des bases de données de visages
annotés, indispensable à l’entraînement de tels modèles, accessible à la
communauté scientifique, existent autant chez les humains [63] que chez
certains primates [64].

Nous commencerons par définir et expliquer des concepts et notions
d’intelligence artificielle en partie 3.1. Ensuite, en partie 3.2, nous ar-
gumenterons sur la nécessité de disposer de modèles et de métriques
pertinents pour modéliser l’attractivité des visages.
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3.1 Intelligence artificielle

Fig. 3.1 : Diagramme de l’imbrication
de certaines catégories d’intelligence
artificielle (production personnelle)

L’intelligence artificielle (IA) est un terme général et dont la définition est
peu consensuelle. C’est surtout le terme intelligence qui fait débat, mais
qui peut être exprimé comme la capacité d’apprendre d’une expérience, de
s’adapter à de nouvelles situations ou de résoudre de nouveaux problèmes.
Un des premiers types d’IA apparu dans l’histoire, l’IA dite symbolique
repose sur la manipulation de symboles et de règles explicites pour re-
présenter des connaissances et résoudre des problèmes. Cette approche
est néanmoins rigide car elle dépend de règles explicites fixées par des
humains. Une approche plus récente, appelée IA statistique ou IA neuro-
nale, correspond plus à l’automatisation de ce comportement intelligent
[65]. Toutefois, des questions subsistent : est ce que l’intelligence est une
seule capacité, ou la somme de plusieurs facultés distinctes ? Est ce qu’elle
existe a priori ou est ce qu’elle peut être apprise? Quelle est la place de
la créativité et de l’intuition dans l’intelligence? Est ce qu’elle concerne
uniquement les humains? Les animaux? Les êtres vivants ? [65] . Malgré
cette incertitude, l’intelligence artificielle a l’avantage d’être un terme
général et englobant, que tout le monde à déjà entendu, et c’est pourquoi
nous avons choisi de l’intégrer dans le titre de cette thèse. Dans cette
partie, nous expliquerons des partitions de plus en plus spécifiques (mais
non exhaustives) de l’IA (Cf. Fig. 3.1) : l’apprentissage automatique en
partie 3.1.1, l’apprentissage profond en partie 3.1.2 et l’IA générative en
partie 3.1.3. .

3.1.1 Apprentissage automatique

L’apprentissage automatique (machine learning), bien qu’étant une sous
catégorie de l’IA, est une discipline plus précisément définie et segmen-
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tée : elle consiste à programmer des ordinateurs pour qu’ils apprennent
à partir de données[66]. Pour exécuter une tâche via le système d’un
ordinateur, il faut écrire un algorithme : une séquence d’instructions qui
transforme des données d’entrée (input) en données de sortie (output).
C’est facile pour certaines tâches, et plus dur pour d’autres. Par exemple,
alors que les humains peuvent facilement reconnaître un visage sur un
portrait ou conduire une voiture, la tâche est moins triviale pour un ordi-
nateur. L’apprentissage automatique permet d’apprendre à faire ce type
de tâches. L’idée est de commencer avec un modèle comportant beau-
coup de paramètres ajustables pour transformer des entrées en sortie.
L’apprentissage du modèle consistera alors à ajuster tous ces paramètres
pour que la tâche soit correctement effectuée [67]. Le modèle final sera
alors l’approximation d’une fonction reliant les données d’entrée et les
données de sortie.

On divise l’apprentissage automatique en deux grandes approches : l’ap-
prentissage supervisé, et l’apprentissage non supervisé. En apprentissage
automatique supervisé, le modèle est entraîné sur des données d’entrées
associées à des étiquettes (labels) correspondant aux données de sortie.
L’apprentissage du modèle consiste donc à prédire les labels déjà connus
dans un premier temps, pour ensuite être capable de fonctionner sur
des données non étiquetées. Les régressions linéaires, forêts aléatoires
(random forest) et machines à vecteur de support (Support Vector Machine,
SVM) sont des types d’apprentissage supervisé. A l’inverse, l’apprentis-
sage non supervisé est une approche où le modèle est entraîné sur des
données sans étiquette. L’objectif est de découvrir des structures cachées,
des motifs, ou des groupes dans les données. Les k-moyennes (k-means)
et les Analyses en Composantes Principales (ACP) sont des types d’ap-
prentissage non supervisé[66, 67]. Le concept de cluster (la traduction
française, grappe, est désuète), est fondamental dans ces approches (ou
en aval de ces approches) et correspond à des ensembles de données
regroupant des caractéristiques communes.

D’autres approches existent comme l’apprentissage par renforcement
(reinforcement learning) où un agent apprend à prendre des décisions en
interagissant avec un environnement et en recevant des récompenses
ou des punitions tout en cherchant à maximiser la récompense totale
au fil du temps. Nous mentionnons aussi l’apprentissage semi-supervisé,
hybride des apprentissages supervisé et non supervisé, qui utilise à la fois
des données étiquetées et non étiquetées pour entraîner des modèles[66,
67].

Il existe plusieurs types de taĉhes en apprentissage automatique. La clas-
sification a pour objectif de prédire la catégorie à laquelle appartient une
nouvelle donnée, parmi des classes déjà connues. Il s’agit d’une approche
supervisée, à ne pas confondre avec le clustering, tâche non supervi-
sée consistant à regrouper des données similaires ensembles, mais sans
classes prédéterminées. La régression, approche classiquement utilisée
en statistiques, permet de prédire des valeurs continues. La réduction de
dimensionnalité permet de réduire un nombre de variables d’entrée en
un plus petit nombre de variables de sortie[66, 67].

Pour fabriquer un modèle d’apprentissage automatique performant, il
faut l’entraîner. Les données qui vont servir à l’entraînement sont géné-
ralement divisées en 3 parties : l’ensemble d’entraînement (train set) va
permettre au modèle d’ apprendre les relations et les motifs (patterns)
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dans les données. L’ensemble de validation (validation set) va permettre
d’évaluer les performances du modèle pendant l’entraînement pour ajus-
ter ses paramètres. L’ensemble de test (test set) va permettre d’évaluer les
performances du modèle une fois que l’entraînement est terminé. Pour
améliorer la robustesse de ce processus, l’entraînement du modèle peut
être réitéré de sorte que la division entre ensemble d’entraînement et
ensemble de validation soit différente à chaque itération : cette technique
s’appelle la validation croisée (cross validation). [66, 67]

La gestion du surapprentissage est un des enjeux majeurs du machine
learning. Il s’agit d’une situation ou le modèle est trop spécialisé sur
les données d’entraînement, et n’est pas capable de généraliser sur de
nouvelles données similaires. L’utilisation de jeux de validation et de test,
ainsi que de validation croisée peut permettre de réduire ce problème [66,
67].

En apprentissage automatique, les données doivent être décrites de ma-
nière structurée et compréhensible pour être utilisées par des algorithmes
via le système d’un ordinateur. Il peut s’agir de chaine de caractères,
de tableaux, de séries temporelles ou encore d’images. Concrètement, il
s’agit de vecteurs ou de matrices, de plus ou moins grande dimension. Par
exemple, une image est une matrice de pixels, en 3 dimensions : hauteur,
largeur et profondeur (car un pixel se décompose en plusieurs canaux,
par exemple 3 dans une image classique RGB (Red Green Blue)). Pour
autant, on peut aussi voir ces données comme des objets (points, vecteurs,
nuages) dans des espaces géométriques de grande dimension.

Malgré leur puissance, beaucoup d’algorithmes traditionnels d’apprentis-
sage automatique peuvent être limités sur des tâches vraiment complexes.
Sur des données non structurées, ou les caractéristiques ne sont pas pré-
cisément annotées comme des images, des vidéos, du texte ou des sons,
ils ne parviennent pas, ou pas aussi bien qu’un humain, à résoudre effi-
cacement des problèmes comme reconnaître une personne ou une voix,
ou traduire d’un langage à un autre. Toutefois, une classe particulière
de l’apprentissage automatique, l’apprentissage profond (deep learning),
permet de pallier à des limites, et de manière de plus en plus performantes
ces dernières années.

3.1.2 Réseaux de neurones artificiels et apprentissage
profond

Les réseaux de neurones artificiels sont des modèles d’apprentissage
automatique, composés de sous-unités appelées neurones artificiels. Ces
composants de base sont reliés entre eux, chacun recevant en entrée les
sorties des neurones précédents, et produisant une sortie vers les neurones
suivants. Les neurones sont organisés en couches successives. La première
couche du réseau reçoit les données d’entrée du modèle et la dernière
produit la sortie du modèle. Entre les deux, il y a plusieurs couches,
appelées couches cachées (hidden layers) car elles ne correspondent pas
directement aux données d’entrée ou de sortie mais à des transformations
intermédiaires plus abstraites (Cf. Fig. 3.2) [68]. L’architecture d’un réseau
désigne la structure et l’organisation des composants du réseau comme
le nombre de couches, le nombre de neurones par couche, et la manière
dont les neurones sont connectés entre eux.
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Fig. 3.2 : Cas général d’un réseau de neurones artificiel En noir la couche d’entrée, en violet les couches cachées, en blanc une
couche de sortie (production personelle)

[66] : Géron (2017), Hands-On Machine
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Flow
[68] : Goodfellow et al. (2018), L’ ap-
prentissage profond / Ian Goodfellow, Yo-
shua Bengio, Aaron Courville

[69] : Brahma et al. (2016), «Why Deep
Learning Works»
[70] : Burgoyne et al. (2007), Non-linear
scaling techniques for uncovering the per-
ceptual dimensions of timbre

Fig. 3.3 : le “Swiss Roll”, un exemple
de données emmêlées de manière
non linéaire A gauche, les données sont
présentées dans leur forme originale. À
droite, les données sont présentées telles
qu’elles devraient être déroulées pour
être interprétables.

L’apprentissage profond (Deep learning) correspond à des réseaux de
neurones avec beaucoup de couches cachées (Cf. Fig. 3.2). Cela permet au
réseau d’apprendre des représentations hiérarchiques des données, captu-
rant des motifs de plus en plus complexes à chaque couche successive[66,
68], jusqu’à obtenir un vecteur, appelé vecteur latent ou vecteur caracté-
ristique. Ces modèles permettent de gérer des données plus complexes
que les approches précédemment évoquées (Cf. Encadré 3[69, 70]).

Encadré 3 : Science des données et démêlage (disentanglement)

Les méthodes linéaires de réduction de dimensionnalité, comme l’Ana-
lyse en Composantes Principales (ACP), sont souvent inefficaces pour
des données qui possèdent une structure non linéaire complexe. Dans
le cas du Swiss Roll (Cf. Fig. 3.3), les données sont enroulées dans un
espace tridimensionnel, et une projection linéaire ne peut pas captu-
rer cette complexité. Les algorithmes de clustering comme K-means
utilisent des distances euclidiennes pour partitionner les données. Ce-
pendant, sur le Swiss Roll, les points proches en termes de distance
euclidienne peuvent être éloignés sur le motif sous-jacent et ne pas
appartenir au même cluster.

Des méthodes comme comme l’Isomap, le t-SNE (t-distributed Sto-
chastic Neighbor Embedding) ou encore l’UMAP (Uniform Manifold
Approximation and Projection) sont conçues pour gérer des structures
non linéaires complexes. Elles tentent de préserver la géométrie lo-
cale et la structure globale des données. En utilisant ces techniques,
le Swiss Roll peut être déroulé en une forme plate, révélant ainsi la
structure intrinsèque en deux dimensions des données. Cela permet
une meilleure visualisation et compréhension.

Néanmoins, les formes que peuvent prendre les données dans des
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espaces à haute dimension peuvent être encore plus complexes (le
terme manifold est parfois utilisé). Pour visualiser une telle complexi-
té, on peut tracer deux points proches sur une feuille de papier, puis
la chiffonner en une boule 22 : merci de ne pas faire cela avec ce ma-

nuscrit de thèse
. Les deux points peuvent se retrouver

spatialement très proches ou très éloignés, de manière décorrélée de
leur position relative initiale. Les méthodes mentionnées peuvent alors
être limitées pour démêler la relation entre les deux points, d’autant
plus que la dimensionnalité de l’espace est importante. L’apprentis-
sage profond peut par contre permettre de pallier à cette limite en
réussissant mieux à démêler ces données.

Historiquement, les modèles initiaux, très simples, basés sur des neurones
artificielles, datent du milieu du 20e siècle [71], mais les premiers réseaux
de neurones artificiels à proprement parler sont apparus dans les années
70 [72]. Enfin, les modèles d’apprentissage profond ont émergé plus ré-
cemment, dans les années 2010. Cela a été permis par des ordinateurs
plus performants permettant de faire fonctionner ces modèles contenant
un très grand nombre de paramètres. Ceux-ci sont dès lors devenus l’état
de l’art de beaucoup de tâches d’apprentissage automatique[73].

Un neurone artificiel, aussi appelé neurone formel, est une unité prenant
en entrée les sorties des neurones précédents. Chacune de ces entrées est
pondérée, et les poids sont les paramètres variables qui sont optimisés
lors de l’entraînement du réseau. La somme pondérée des entrées est
ensuite transformée par une fonction d’activation. Il s’agit d’une fonction
qui va introduire des relations non linéaires entre les différents neurones,
afin d’étendre la capacité du modèle à capturer des relations complexes
dans les données. Par exemple, une fonction d’activation répandue est la
fonction ReLU (Rectified Linear Unit), qui renverra 0 si la somme pondérée
est négative et la même valeur si elle est positive : 𝑅𝑒𝐿𝑈 (𝑥) = 𝑚𝑎𝑥(0, 𝑥).
Le résultat de la fonction d’activation est ensuite transmis aux neurones
suivants (Cf. Fig. 3.4)[66, 68].

Fig. 3.4 : Fonctionnement d’un neu-
rone artificiel (production personnelle)

Pour ajuster les poids des neurones et ainsi obtenir les sorties souhaitées
à partir des entrées, avec une erreur minimale, les réseaux de neurones
suivent un processus d’entraînement comme expliqué en partie 3.1.1.
Pour cela, l’algorithme de rétropropagation (backpropagation) est utilisé.
Pendant l’entraînement, une erreur de prédiction est calculée avec une
fonction dite de coût (loss function) entre la sortie du réseau et la valeur
réelle attendue. Les poids de chaque neurone sont alors ajustés dans le
sens inverse du réseau, selon leur contribution à l’erreur finale[66, 68].

Les poids initiaux avant l’entraînement d’un réseau sont aléatoires. Néan-
moins, pour accélérer le processus, il est possible de partir des poids d’un
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réseau d’architecture identique qui a été entraîné sur une tâche simi-
laire. C’est l’apprentissage par transfert (transfer learning). Par exemple,
pour entraîner un réseau à reconnaître des images de tournesols, nous
pourrions commencer avec un réseau entraîné à reconnaître des images
d’autres plantes car les caractéristiques apprises seraient proches[66,
68].

Nous avons jusqu’à présent expliqué le fonctionnement général des ré-
seaux de neurones. Il existe des grandes familles de réseaux possédant
chacune des caractéristiques propres en termes d’architecture les rendant
performants sur des tâches précises. Nous présentons ici certaines de ces
familles parmi les plus répandues.

Les réseaux de neurones convolutifs (CNNs - Convolutional Neural Net-
works) sont une classe de réseaux de neurones principalement utilisés
pour l’analyse des données visuelles. Ils se distinguent par leur capacité
à capturer les caractéristiques spatiales et les relations locales dans les
images, ce qui les rend particulièrement efficaces pour les tâches de vision
par ordinateur. Leur architecture se caractérise par la présence répétée de
deux types de couches de neurones spécifiques. Les couches de convolu-
tion, qui appliquent des filtres spécialisés dans certains types de motifs
(comme des textures ou des bords) pour extraire des caractéristiques lo-
cales. Formellement, un filtre est une matrice de poids qui correspondent
aux poids des neurones décrits précédemment. Les couches de pooling
réduisent la dimensionnalité des matrices (on parle alors de cartes de
caractéristiques, ou feature map) issues des couches de convolution, en
prenant généralement leur valeur maximale. L’intérêt de prendre le maxi-
mum plutôt que la moyenne est de créer une invariance à la déformation
et à l’échelle des caractéristiques d’une image, pour mieux généraliser.
Plus une couche de convolution est située au début du réseau, plus elle va
extraire des caractéristiques simples et localisées comme des inclinaisons
ou des contrastes. A l’inverse, plus elle est située à la fin du réseau, plus
elle va extraire des caractéristiques abstraites et conceptuelles comme des
objets ou des visages. Tout à la fin du réseau, les cartes de caractéristiques
sont aplaties en un vecteur, qui est ensuite passé à travers une ou plusieurs
couches ou les neurones sont entièrement connectés. Cela permet de com-
biner les caractéristiques extraites pour effectuer des prédictions finales
et obtenir la sortie du modèle (Cf. Fig. 3.5)[66, 68]. Le fonctionnement
d’un CNN peut être assimilé au système visuel des mammifères [74] que
nous avons décrit en partie 2.1.1, et ainsi peut le modéliser. Ce point sera
développé en partie 3.2.

Les réseaux de neurones récurrents (RNNs, Recurrent Neural Networks)
sont utilisés en traitement du langage naturel (NLP, Natural Language
Processing) et en analyse de séries temporelles. Ils ont la particularité de
posséder des connexions internes qui bouclent sur eux-mêmes, ce qui
permet de capturer des dépendances temporelles dans les séquences de
données. Les LSTMs (Long Short-TermMemory) sont une variante des RNN
qui introduisent une cellule de mémoire capable de maintenir l’informa-
tion sur de longues périodes[. Les réseaux de neurones en graphes (GNN,
Graph Neural Networks) permettent de traiter des données structurées en
graphes pour capturer leurs dépendances spatiales et structurelles.

Les transformeurs (transformers), architecture émergente particulière-
ment performante ces dernières années, utilisent un mécanisme d’auto-
attention qui permet d’estimer l’importance relative de différentes parties
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Fig. 3.5 : Architecture d’un CNN En bleu, la partie d’apprentissage des caractéristiques, en gris la partie de classification (modifié,
d’après Sumit Saha)
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des variables d’entrée ce qui leur permet d’apprendre des dépendances à
long terme plus efficacement que les RNNs et les LSTMs. Cela les rend
particulièrement performants pour des tâches de NLP ou de traduction
de texte [75].

Les tâches des modèles présentés ici ont pour point commun de néces-
siter une sortie qui réduit l’information la dimensionnalité des données
d’entrée. Par exemple, en classification d’image, le but est d’obtenir l’ap-
partenance à une classe parmi une collection de classes. Concrètement,
l’entrée est une image correspondant à une matrice de plusieurs milliers
de paramètres, tandis que la sortie est un vecteur contenant la probabilité
d’appartenance à quelques classes. Cependant, l’apprentissage profond
permet aussi de fabriquer de nouvelles données contenant autant d’infor-
mations que les données d’apprentissages.

3.1.3 Intelligence artificielle générative

L’intelligence artificielle générative (IA générative) désigne une classe
de modèles d’IA capables de créer de nouvelles données à partir d’un
ensemble d’apprentissage. Les modèles génératifs apprennent à com-
prendre et à reproduire la distribution des données d’entraînement pour
générer de nouvelles instances semblables. Ces pratiques peuvent être à
usage créatif, en générant des vidéos, sons ou images, à but informatif,
en synthétisant ou paraphrasant des données [76], mais aussi dans un
but de recherche scientifique. Nous citerons par exemple la génération de
nouvelles structures moléculaires pour des composés pharmaceutiques
potentiels [77], ou encore la synthèse de stimuli pour des expériences
comportementales, que nous développerons en partie 4.2.2 Au-delà de
ces cas particuliers, nous discuterons à la fin de ce manuscrit de l’intérêt
de l’IA générative en écologie et en évolution, et des possibilité que ces
technologies émergentes ouvrent dans ces domaines.

Les auto-encodeurs (AE) sont une des familles d’architectures d’IA géné-
rative basées sur de l’apprentissage profond. Il s’agit d’une architecture en
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Fig. 3.6 : Architecture schématique
d’un auto-encodeur (production person-
nelle)
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2 parties : un encodeur réduit la dimensionnalité d’une donnée d’entrée
en un vecteur latent, comme le ferait un réseau de neurones classique. En-
suite, à partir de ce vecteur, un décodeur essaie de reconstruire la donnée
d’entrée en minimisant la différence entre l’information générée et l’infor-
mation d’origine (Cf. Fig. 3.6) [78]. Les auto-encodeurs ont initialement
été conçus comme une méthode de réduction de la dimensionnalité des
données d’entrée, plus que comme une méthode générative, et les données
synthétiques créées ne sont pas nécessairement réalistes. Une version
plus avancée, les auto-encodeurs variationnels (VAEs, Variational Auto
Encoders) fonctionne sur le même principe mais a spécialement pour ob-
jectif de générer de nouvelles données. Pour cela, ils encodent les données
d’entrée non pas en un seul vecteur mais en une distribution gaussienne
latente, décrite par une moyenne et une variance. Cela leur permet d’être
bien plus performants pour générer des données synthétiques réalistes
[79] .

Fig. 3.7 : Architecture schématique
d’un réseau antagoniste génératif
(GAN, Generative Adversarial Net-
work) (production personnelle)

Les réseaux antagonistes génératifs (GANs, Generative Adversarial Net-
works)[80] sont aussi une architecture en deux parties, mais articulées sur
un fonctionnement différent de celui des auto-encodeurs. Le générateur
essaie de fabriquer des données synthétiques qui imitent les données d’ap-
prentissage réelles. Le discriminateur prend des données soit réelles soit
fabriquées par le générateur comme entrée et essaie de distinguer entre
les deux (Cf. Fig. 3.7). L’avantage des GANs est qu’ils n’ont pas besoin de
paires étiquetées de données d’entrée et de sortie, ce qui permet d’utiliser
de grandes quantités de données non étiquetées. Grâce à ces mécanismes,
ils sont capables de produire des données réalistes synthétiques. Apparus
en 2014, les GANs ont depuis connu des améliorations majeures : en 2017,
leur réalisme a été amélioré [81] à partir de travaux d’optimisation basé
sur le transport optimal [82]. En 2019, une version plus complexe, ajoutant
une troisième partie liée au générateur, StyleGAN, a permis d’améliorer
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fortement le réalisme des données synthétiques, en particulier concernant
les visages [83]. Cette troisième partie, appelée réseau de cartographie
(mapping network), permet de créer des vecteurs latents dont les varia-
tions linéaires sont plus alignées avec les variations sémantiques dans
les images générées [84]. En conséquence, il devient plus facile de ma-
nipuler des caractéristiques spécifiques de l’image, comme l’identité, la
pose ou l’éclairage [85]. C’est cette architecture qui est derrière le site
“This personne does not exist”. Des versions encore plus performantes
de StyleGAN sont apparues : StyleGAN2 en 2020 puis StyleGAN3 en
2021[86].

Fig. 3.8 : Architecture schématique
d’un modèle de diffusion (production
personnelle)

Les diffuseurs, ou modèles de diffusion (diffusion models) sont une archi-
tecture apparue en 2015 [87]. Ces modèles fonctionnent en deux étapes.
Tout d’abord, chaque donnée d’entrée est subdivisée en plusieurs ins-
tances de plus en plus bruitées, jusqu’à du bruit pur : c’est le processus de
diffusion. Ensuite, un réseau apprend à éliminer progressivement le bruit
pour reconstruire les données à partir du bruit (Cf. Fig. 3.8). Le modèle
final apprend donc à générer des données réalistes à partir de bruit.

Les transformeurs (transformers) précédemment évoqués peuvent aussi
être utilisés dans des architectures génératives, comme GPT, l’un des
modèles derrière ChatGPT par exemple.

En discussion générale, nous développerons l’intérêt des techniques d’IA
générative en écologie et en évolution, et des perspectives ouvertes par
ces avancées.

3.2 Un modèle et des métriques

On a vu en partie 2.2.2 que la beauté pouvait être expliquée par la fluence,
une sensation de facilité dans le traitement de l’information par le système
visuel qui provoque un plaisir. Pour comprendre et valider ce mécanisme,
et au-delà, l’attractivité des visages, cela implique deux choses : un modèle
du système visuel et une métrique pour mesurer l’attractivité, la beauté
ou a fortiori la fluence.

Les premiers travaux sur la modélisation de la fluence l’ont approchée
par des mesures de caractéristiques de stimuli visuels, comme la symétrie
ou le contraste, considérées comme des proxy plausibles [88]. Toutefois,
ces approches sont incomplètes car elles ne prennent en compte que les
caractéristiques des stimuli. Nous avons en effet vu en 1.2.2 que la fluence
était liée fondamentalement à l’interaction entre le stimuli et l’observateur.
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Des mesures plus pertinentes doivent donc concerner la manière dont les
informations des stimuli sont traitées dans le système visuel.

Pour modéliser le système visuel, il y a deux approches. L’approche
fonctionnelle cherche à correspondre uniquement aux entrées et aux
sorties du système modélisé. A l’inverse, l’approche mécanistique cherche
à modéliser en plus les composants du système [89]. Dans le système

Fig. 3.9 : Relation entre les compo-
sants du système visuel et les opéra-
tions de base d’un réseau de neurones
convolutif (CNN) Les cellules simples
(en bleu, à gauche) du système visuel sont
homologues aux couches de convolution
des CNN (en bleu, à droite), et les cellules
complexes (en vert, à gauche) du sont
homologues aux couches de pooling des
CNN (en vert, à droite) (d’après [74])

visuel décrit en 1.1.1, à un niveau de description plus précis que les aires
que nous avons présentées, les cellules simples sont spécialisées dans la
détection de caractéristiques spécifiques, et les cellules complexes, en plus
petit nombre, agrégent les information issues de plusieurs cellules simples
Fig. 3.9). Ce processus est répété plusieurs fois en série, les sorties de
cellules complexes étant les entrées des cellules simples de l’aire suivante.
Ce processus a fait l’objet de modèles comme HMAX [90] , mais plus
récemment, il a été montré que les CNN, décrits en partie 3.1.2, étaient
des modèles particulièrement performants du système visuel [74, 91] . En
effet, ils ont des points communs structurels : le diptyque détection des
caractéristiques - agrégation de l’information correspond à la fois aux
cellules simples puis complexes des aires du système visuel, et aux couches
de convolutions et de pooling des CNN (Cf. Fig. 3.9). Les différentes
couches des CNN peuvent alors être comparées aux aires du système
visuel, ou le flux d’information gagne en complexité et en abstraction à
mesure qu’il passe à travers le réseau. Pour valider ce modèle, des travaux
ont montré qu’il y avait une corrélation entre les activations des CNN et
l’activité neuronale du cortex visuel [92]. Plus précisément, les activations
de la dernière couche des CNN corrèlent avec l’activité du cortex inféro-
temporal, et l’avant dernière couche prédit l’aire V4. Les architectures de
CNN avec lesquelles cette analogie fonctionne le plus sont le plus sont
souvent des architectures peu profondes, avec moins d’une vingtaine de
couches comme AlexNet [93], qui a 8 couches ou VGG16 [94], qui en a 16.
Cela fonctionne moins bien dans la plupart des cas avec les architectures
plus profondes même si dans certaines situations, elles modélisent bien les
boucles de rétroaction qui peuvent exister dans le système visuel [95].

A partir d’un tel modèle, des métriques appropriées doivent aussi être
utilisées pour modéliser la fluence. Nous avons vu en partie 2.3.1 que
dans le cadre du choix de partenaire, une préférence pouvait être sélec-
tionnée pour répondre à un signal donné, mais aussi que, dans certains
cas, l’apparition de la préférence pouvait pré-dater celle du signal. De
telles préférences restent donc latentes jusqu’à ce que le signal apparaisse,
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éventuellement. Les biais perceptuels peuvent expliquer ces préférences
sexuelles latentes, en tant que sous-produits de l’adaptation des systèmes
perceptifs à des tâches non liées à la sélection sexuelle [96]. Le biais de
codage efficient (efficient coding) [97] est une hypothèse de mécanisme
neuronal de la fluence. L’efficience est ici définie comme le traitement
de l’information avec un usage économique des ressources. Autrement
dit, la fluence est un biais d’attractivité qui intervient lorsqu’il y a un
codage efficient de l’information dans le système visuel, provoquant une
sensation de facilité car le système visuel est adapté pour ce traitement
économique de l’information.

Ce biais explique beaucoup de résultats empiriques sur l’attractivité, et
notamment des préférences pour des caractéristiques visuelles identiques
à celles que l’on retrouve dans la nature, donc auxquelles est adapté
le cerveau [98]. Un exemple bien documenté est celui des préférences
visuelles pour l’invariance à l’échelle étudiée à travers la pente de Fourier.
La pente de Fourier est une manière de décrire comment les détails d’une
image se décomposent en différentes fréquences spatiales. D’un part, des
travaux ont montré que le système visuel est le plus sensible au degré
d’invariance à l’échelle qui est le plus fréquent dans la nature [99]. D’autre
part, d’autres travaux ont montré que des stimuli visuels étaient jugés
d’autant plus attractifs que leur degré d’invariance à l’échelle est proche de
celui observé le plus fréquemment dans la nature [100] . Cette attraction
pour une invariance à l’échelle “naturelle” a été proposée pour expliquer,
par exemple, que les portraits artistiques (de différentes époques, styles,
origines culturelles) ont tendance à avoir le même degré d’invariance
à l’échelle que celui observé le plus fréquemment dans des paysages
naturels, qui diffère du degré d’invariance à l’échelle observé le plus
fréquemment dans des portraits photographiques non artistiques (e.g.,
photographies d’identité [101].

Pour mesurer l’efficience du traitement de l’information dans un CNN,
il est nécessaire de la caractériser de manière plus opérationnelle. En
mathématiques, la sparsité est la situation où la majorité des éléments
d’une structure, telle qu’un vecteur ou une matrice, sont égaux à zéro
ou ont une valeur très faible, tandis que peu d’éléments ont des valeurs
très élevées. En terme de perception visuelle, un stimuli sparse active
peu de neurones simultanément, permettant donc un traitement efficient
de l’information. Ainsi, la sparsité peut être un moyen de modéliser la
fluence [101, 102]. Elle a d’ailleurs été utilisée pour prédire l’attractivité
des visages [97], et est même un meilleur prédicteur que le dimorphisme
sexuel, la centralité et la corpulence [103].

On a vu en partie 2.2.2 que les prototypes, représentants moyens d’une
catégorie, sont préférés par rapport aux stimuli moins centraux. La fluence
peut expliquer cette préférence pour les prototypes [104]. En effet, le
système visuel a évolué pour les traiter à moindre coup étant donné leur
familiarité, ce qui permet de les catégoriser rapidement et précisément.
Plus généralement, le concept de typicalité décrit dans quelle mesure
un stimulus correspond à une représentation centrale, autrement dit à
quel point un stimulus est un prototype, et ses liens avec la fluence sont
établis [105]. Cette typicalité peut être calculée comme la vraisemblance
(likelihood) d’une image par rapport à une distribution de référence. Des
travaux ont montré que la typicalité de visages, ainsi calculée, pouvait en
partie prédire leur attractivité [106].
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La typicalité peut aussi influencer la perception du dimorphisme sexuel
d’une espèce, que l’on a évoqué en partie 2.3.2. Plus la différence entre
les mâles et les femelles d’une espèce est importante, plus les prototypes
qui caractérisent les représentations mentales de chacun des deux sexes
seraient alors différents. Pour un même sexe, il y a deux manières de
quantifier cela, au regard à la fois de la typicalité et du dimorphisme. Par
exemple, quand on étudie la féminité, on peut l’évaluer par la centralité,
c’est à dire à quel point une femelle est représentative de la classe femelle,
ou par la femaleness3, à quel point une femelle est différente de la classe
des mâles.
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Pour comprendre l’attractivité, il est certes possible de la modéliser à
travers l’une de ses composantes, la beauté, comme nous l’avons vu précé-
demment. Néanmoins, une autre manière de la comprendre est d’observer
et de mesurer empiriquement, les comportements et les interactions socio-
sexuelles de vrais animaux. Cette attractivité est un facteur clé du choix
de partenaire décrit en partie 2.3.

Pour ce faire, il est possible d’enregistrer les choix dans la nature et d’étu-
dier, par une approche corrélative, quels phénotypes semblent attractifs.
Cela a l’avantage de pouvoir mettre en relation la complexité des choix de
partenaires, avec l’environnement social et écologique des individus. Par
exemple, des travaux ont montré que, chez plusieurs espèces de mammi-
fères, les femelles préfèrent les mâles dominés mais les interactions avec
eux sont limitées par un comportement coercitif des mâles dominants
[107]. Cette approche permet également de formuler des hypothèses sur
le choix de partenaire à partir d’observations comportementales.

Pour tester ces hypothèses, outre les analyses corrélatives il est possible
d’avoir recours à des expériences comportementales. Dans cette section,
nous allons d’abord expliquer en quoi consiste l’approche expérimentale
et quelles sont ses particularités dans le cadre de l’étude de signaux visuels
en 4.1. Ensuite, en partie 4.2, nous discuterons de ce que peut apporter
l’intelligence artificielle générative pour des expériences étudiant les
signaux visuels.

4.1 L’approche expérimentale

4.1.1 Généralités

L’approche expérimentale consiste à concevoir et à mener des expériences
en conditions contrôlées pour examiner les relations de cause à effet entre
différentes variables. Pour commencer, il faut formuler une hypothèse,
une prédiction, basée sur des théories existantes ou des observations
préalables. Ensuite, la conception de l’expérience stricto sensu implique
de planifier comment elle sera menée en définissant tous les paramètres
ou les séries de paramètres. Il faut définir les variables de réponse (ce qui
est mesuré) et les variables explicatives (ce qui est manipulé ou contrôlé),
comme les caractéristiques des stimuli, les individus étudiés ou le temps et
le nombre d’essais à réaliser selon ces paramètres. Dans la mesure du pos-
sible, il faut standardiser les conditions de l’expérience, ce qui est plus ou
moins facile en fonction du contexte, en particulier quand les expériences
concernent des animaux. Pendant le déroulement de l’expérience, les
données expérimentales sont recueillies, soit par des capteurs, soit par un
observateur. Ces données sont ensuite traitées, puis analysées. L’approche
expérimentale comporte plusieurs avantages. Elle permet le contrôle de
facteurs de confusion, qui ne concernent pas directement les hypothèses
mais qui peuvent influencer à la fois la variable de réponse et les variables
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explicatives, rendant difficile l’interprétation de résultats d’observation
comportementales réalisées en dehors d’un cadre expérimental. Ainsi,
elle permet de renforcer la robustesse des analyses sur l’existence de
liens causaux en plus d’être corrélatifs. De plus, les individus qui existent
réellement dans la nature ne représentent qu’un échantillon de toutes les
combinaisons de phénotypes possibles. Manipuler des stimuli permet de
mettre en évidence des préférences pour des phénotypes réels mais qui
n’auraient pas été détectés dans la nature, ou pour des phénotypes qui
n’existent pas (c’est-à-dire, des préférences latentes ; Cf. partie 2.3).

Néanmoins, l’approche expérimentale présente aussi des limites. Les
conditions contrôlées des expériences peuvent ne pas refléter les situations
réelles, et donc ne pas être généralisables à des contextes réels. Il est aussi
difficile d’identifier les variables qui doivent être contrôlées et cela peut
compliquer l’interprétation des résultats. Les participants, humains ou
animaux, peuvent représenter, justement du fait qu’ils ont souhaité ou été
sélectionnés pour y participer, un échantillon qui n’est pas représentatif de
la population que l’on veut étudier. De plus, leurs réactions en condition
expérimentale peuvent être influencées par le fait qu’ils ont conscience de
l’expérience, ce qui peut biaiser les résultats. Enfin, mesurer des variables
comportementales de manière précise peut être difficile et les instruments
de mesure ou l’analyse par un observateur peuvent introduire des erreurs
ou des biais.

Quoi qu’il en soit, un protocole expérimental doit être conçu en fonction
des spécificités des champs disciplinaires des hypothèses qu’il veut tester.
Dans le cadre de la perception de visages, nous nous plaçons dans un
contexte d’écologie visuelle.

4.1.2 Ecologie sensorielle et écologie visuelle

La perception qu’ont les espèces animales de leur environnement est
modulée par l’expérience sensorielle qu’elles en ont. L’écologie sensorielle
est la discipline qui étudie comment les êtres vivants acquièrent, traitent
et utilisent cette information sensorielle, et comment cela influence des
changements évolutifs [108].

L’écologie visuelle est la branche de l’écologie sensorielle qui étudie spé-
cifiquement les signaux visuels, dont nous avons détaillé la perception
en partie 2.1.1. Un visage peut être vu comme un ensemble de caractéris-
tiques visuels. Celles-ci peuvent être des couleurs, des motifs, des textures,
mais aussi des mouvements [109] et peuvent avoir un rôle de signal, qui
a évolué.

4.1.3 Construire un protocole pour tester une
préférence visuelle

Pour étudier l’attractivité dans un cadre expérimental, un type de proto-
cole adapté est le test de choix. Dans un tel test, les participants doivent
choisir parmi plusieurs options présentées simultanément ou successive-
ment. Ces tests peuvent varier en complexité, allant de choix simples entre
deux options à des choix complexes impliquant un plus grand nombre d’al-
ternatives [110]. Cela permet d’analyser les préférences et les processus
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de prise de décision en temps réel.

Il faut différencier les notions de choix et de préférence. Une préférence
est une inclination pour une option par rapport à une autre basée sur
des désirs ou des besoins. Un choix est l’acte de sélectionner une option
parmi plusieurs alternatives disponibles, mais ce concept ne présume pas
des raisons qui ont poussé à l’acte. C’est de fait essentiel de considérer
ces différences dans l’interprétation d’un test de choix. Si il y a une
différence de choix entre deux types de stimuli, cela veut dire que les
individus sont capables de discriminer les objets selon la variable qui
décrit la différence entre les deux [111]. Un tel résultat doit donc être
mis en perspective avec une interprétation et un contexte biologique ou
comportemental pour présumer plus que cette capacité de discirimination.
Ainsi, la question de déterminer si des signaux provoquent une attirance
est intrinsèquement liée avec l’interprétation des comportements qui
expriment cette préférence.

Le paradigme du temps d’observation est une manière d’interpréter des
choix issus de tests concernant des stimuli visuels. Une tâche de temps
d’observation consiste à présenter plusieurs stimuli visuels à des sujets
et à mesurer leur temps d’observation de chacun des stimuli [112]. Il y a
trois types de tâches. Une première tâche est l’habituation visuelle, qui
consiste à montrer un stimulus de manière répétée jusqu’à ce qu’il y ait
une diminution de la réaction, puis à montrer un nouveau stimulus pour
évaluer s’il y a une augmentation de la réaction. Une seconde tâche est
la violation de l’attente, qui consiste à montrer au sujet des stimuli qui
sont ou non conforme à des attentes présumées. Si un stimulus supposé
inattendu est regardé plus longtemps, cela confirme que ce stimulus
est effectivement inattendu. Enfin, une troisième tâche est la tâche de
biais visuel, qui consiste à montrer plusieurs stimuli simultanément ou
séquentiellement et regarder celui qui est préféré. Montrer les stimuli
simultanément permet de comparer plus rigoureusement les réactions,
mais l’approche séquentielle est utile quand il y a une combinaison de
modalités décrivant les stimuli à choisir [113].

On peut mesurer le temps d’observation de plusieurs manières. Un obser-
vateur peut le compter visuellement pendant l’essai, ce qui est simple à
mettre en place, mais risque d’être imprécis et peut biaiser l’essai si l’obser-
vateur est visible. Un capteur vidéo peut enregistrer les essais pour qu’ils
soient encodés a posteriori. Cela permet d’améliorer la précision des an-
notations. Enfin, des capteurs d’eye tracking peuvent enregistrer finement
où se dirige le regard des individus. Cela a l’avantage d’être automatique
et précis, mais est plus facile à mettre en place chez des humains que chez
des animaux, principalement pour des questions d’étalonnage [113]. De
fait, le paradigme du temps d’observation a historiquement d’abord été
utilisé pour des expérimentations avec des enfants humains trop jeunes
pour verbaliser leurs préférences, mais est de plus en plus utilisé chez les
animaux, en particulier chez les primates [113]. Ainsi, les jeunes primates
présentent plus de curiosité pour les stimuli visuels dans ce genre d’expé-
riences car ils les regardent plus longtemps que des primates adultes [111].
Les stimuli peuvent être de plusieurs types : il peut s’agir d’objets concrets,
par exemple des oeufs, de représentations fidèles de ces objets concrets,
par exemple des photos d’oeufs, ou de représentations synthétiques de ces
objets, par exemple des maillages tridimensionnels représentant des oeufs.
Des travaux ont montré que les animaux réagissent moins à des images
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d’objets que lorsqu’ils sont directement exposés aux objets directement.
Dans le cas des primates, c’est encore plus marqué quand les objets sont
d’autres primates [114]. Comme tout test de choix, les tests réalisés sous
le paradigme du temps d’observation sont insuffisants pour comprendre
les raisons biologiques expliquant les résultats. Ils doivent être mis au
regard d’autres mesures pendant les expérimentations, par exemple une
annotation de comportements particuliers, et d’autres approches au-delà
de l’approche expérimentale, comme des études corrélatives réalisées
sur des observations hors contexte expérimental. En effet, on ne peut
donc pas parler de préférence pour un stimulus dans ce contexte mais
simplement de discimination entre les stimuli : le terme de biais visuel
est alors à privilégier pour parler du stimulus le plus regardé[113].Ce
paradigme peut à la fois être mis en place en conditions contrôlées dans
des pièces fermées avec des animaux en captivité (Cf. Fig. 4.1), mais aussi
en terrain ouvert avec des animaux sauvages (Cf. Fig. 4.2).

Fig. 4.1 : Un test de choix réalisé avec
des animaux en captivité et un dispo-
sitif contrôlé (d’après [115])

Des tests de choix basés sur le paradigme du temps d’observation peuvent
apparaître comme pertinents dans l’évaluation de préférences de typicalité
féminine ou masculine, évoquée en partie 2.2.2. Des travaux s’intéressant
aux préférences pour les individus apparentés ont montré que chez cer-
tains primates, ce choix était d’autant plus important quand les individus
choisis étaient du même sexe que les individus testés [111]. De plus, chez
des macaques rhésus femelles, des tests de choix ont été réalisés sur des
photographies d’individus mâles plus ou moins masculins. Ces travaux
ont montré un biais visuel plus important en faveur des mâles les plus
masculins, confirmant que ce type de facteur peut être discriminant.

4.2 L’intelligence artificielle générative
comme outil expérimental

Nous avons vu qu’en approche expérimentale, il est possible d’utiliser
des stimuli visuels pour voir comment des sujets réagissent. Pour faire
cela, des stimulis qui existent déjà peuvent être utilisés, ou des représen-
tations de ces stimuli (comme des photos). Il faut alors créer un protocole
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expérimental prenant en compte les caractéristiques de ces stimuli pour
tester des hypothèses [117, 118]. Cela est limité car la combinaison des

Fig. 4.2 : Un test de choix réalisé avec
des animaux sauvages (d’après [116])

caractéristiques de ces stimuli est finie. Dans la nature, l’ensemble des
combinaisons des phénotypes possibles est beaucoup plus grand. De plus,
la variation entre des stimuli différents peut être composite et ne pas
concerner uniquement les variables permettant de tester les hypothèses,
ce qui induit des facteurs de confusion.

Pour pallier ce problème, il est possible de fabriquer des stimuli de syn-
thèse en manipulant précisément des caractéristiques d’intérêt. Pour ce
qui est des stimuli visuels, comme le sont les visages, nous verrons en
partie 4.2.1 qu’on peut faire cela avec des méthodes traditionnelles de
vision par ordinateur. Ces méthodes permettent d’éviter certains des
écueils mentionnés, mais nous expliquerons en partie 4.2.2 qu’utiliser l’IA
générative permet d’aller encore plus loin.

4.2.1 Fabriquer des stimuli

C’est principalement dans le domaine des sciences comportementales
humaines que des expériences basées sur des stimuli synthétiques ont été
réalisées. Par exemple, dans le domaine de la reconnaissance des apparen-
tés, des travaux [119] ont créé des visages proches de visages réels pour
simuler une variation dans le degré d’apparentement. En effet, obtenir une
base de données de visages de personnes réelles apparentées est difficile.
Des scores d’apparentement ont été calculés selon un panel d’observateur,
et il n’y avait pas de différence de score concernant des apparentés réels
ou des apparentés synthétiques, ce qui montre la pertinence de cette
approche. De même, une étude a manipulé des portraits d’hommes pour
modifier leur masculinité afin de tester des hypothèses de psychologie
évolutionniste [120] (Cf. Fig. 4.3).

Dans ce domaine, c’est très majoritairement le logiciel Psychomorph [121]
spécialisé dans les visages qui est utilisé pour créer des stimuli. La mé-
thode consiste à modifier des stimuli déjà existants à partir d’un ensemble
de repères faciaux (landmarks) qui auront été placés manuellement ou
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automatiquement, en faisant varier ces repères. Il s’agit de morphing.
L’ensemble des variables décrivant ces repères peut être vu géométri-
quement comme un espace multidimensionnel où chaque dimension est
un repère, et chaque point un visage placé dans l’espace en fonction des
valeurs de tous ses repères. Ce type d’espace est appelé espace des visages
(face space). Des méthodes appelées procrustes permettent a posteriori
d’améliorer les stimuli en éliminant les différences entre les visages liés à
la position, à l’échelle et à la rotation.

Chez d’autres espèces que les humains, créer des stimuli synthétiques n’est
pas très répandu. Néanmoins, des approches alternatives existent pour
compenser les limites de l’utilisation de stimuli réels. Des travaux chez
les primates [118] ont identifié les pixels de fortes variation de variables
d’intérêt sur des portraits réels de cercopithèques permettant ainsi de
séléctionner au mieux les stimuli adaptés à une expérience permettant de
tester l’impact de ces variables. Néanmoins, les méthodes utilisées étaient
basées sur des combinaisons linéaires des pixels des images ne prenant
pas en compte les variations inhérentes à ce type de stimuli.

4.2.2 Apport de l’intelligence artificielle générative

L’IA générative permet d’aller plus loin dans la création de stimuli. Tout
d’abord, nous avons vu en partie 3.1 que ces techniques permettent de
capter des relations complexes entre des variables, et de déterminer leur
distribution. Cela permet de créer des données suffisamment réalistes
pour qu’elles soient difficilement discernables de données réelles, et ce
particulièrement pour des images.

Dans le contexte de la création de stimuli, des besoins supplémentaires
existent. Les GANs en particulier ont montré leur efficacité pour créer des
données réalistes. Ces données sont projetées dans un espace latent de très
grande dimension, créé par le réseau. Néanmoins, contrairement aux auto-
encoders, pourtant moins performants, les GANs ne permettent en aucun
cas de projeter des données réelles dans cet espace latent, qui ne sert qu’à
la construction de données synthétiques. Dans un contexte expérimental,
il est pourtant primordial de pouvoir comparer des données synthétiques à
des données réelles (ou à une distribution de certaines caractéristiques de
données réelles) pour pouvoir y associer plus facilement des métadonnées
proches (par exemple, pour une image d’un individu, son âge et son
sexe).

Encadré 4 : StyleGAN : spécificités de l’architecture

L’architecture StyleGAN permet d’obtenir des images synthétiques
particulièrement réalistes et de pallier à certaines limites d’architec-
tures de GANs plus traditionnelles. Le générateur de cette architecture
est composé de deux réseaux de neurones. Un premier réseau, appelé
réseau de synthèse, fabrique une image à partir de bruit et non pas
d’un vecteur latent comme les GANs traditionnels. Un second, appelé
réseau de cartographie (mapping network), composé de couches
de neurones entièrement connectés les un aux autres (fully connec-
ted), fabrique un vecteur latent w à partir d’un vecteur latent z. Ce
vecteur latent w est intégré de manière identique à chaque couche
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Fig. 4.3 : Un exemple d’image du vi-
sage d’un homme rendu plusmasulin
(A) et plus féminin (B), avec une tech-
nique basée sur le morphing (d’après
[120] )

[118] : Winters et al. (2019), The struc-
ture of species discrimination signals
across a primate radiation

[83] : Karras et al. (2019), A Style-Based
Generator Architecture for Generative Ad-
versarial Networks

du réseau de synthèse (Cf. Fig. 4.4). Ce mécanisme permet de capter
plus finement les caractéristiques des images de la base de données
d’apprentissage qu’avec un GAN traditionnel : en effet, la distribution
de ces caractéristiques dans l’espace W de l’ensemble des vecteurs w
de toutes les images correspond bien mieux à la distribution réelles
que celle de l’espace Z de l’ensemble des vecteurs z (Cf. Fig. ??) [83] [83] : Karras et al. (2019), A Style-Based

Generator Architecture for Generative Ad-
versarial Networks

.
Avec un GAN traditionnel, on aurait eu seulement un seul vecteur
latent par image, qui aurait eu les mêmes défauts que le vecteur z.

Encadré 5 : StyleGAN : encodage

Les GANs en général et StyleGAN en particulier permettent de générer
des images synthétiques associées à un vecteur latent (ou plusieurs
dans le cas de StyleGAN) mais pas de connaître le vecteur latent d’une
image réelle. Pour cela, il faut ajouter un encodeur. Pour StyleGAN,
l’encodeur pSp a été proposé [122] [122] : Richardson et al. (2021), Encoding

in Style
. Il s’appuie sur l’idée que l’espace

W n’est pas assez complexe pour bien capter les caractéristiques d’une
image extérieure à la base de données d’apprentissage du GAN. De
fait, alors que dans le générateur de StyleGAN, le même vecteur w
est injecté dans chaque couche du réseau de synthèse, pSp va, à partir
d’une image réelle et suite à un entraînement adéquat, injecter un
vecteur latent différent dans chaque couche. La concaténation de tous
ces vecteurs w différents est un vecteur appelé w+, que l’on peut posi-
tionner dans un espace appelé W+. Pour comparer géométriquement
des images réelles et des images synthétiques dans W+, on peut alors
considérer que le vecteur w+ d’une image synthétique est la conca-
ténation de plusieurs fois son vecteur w, autant de fois qu’il y a de
couches (Cf. Fig. ??).

De plus, des travaux ont montré qu’on pouvait, à travers l’espace latent
des GANs, modifier des variables d’intérêt que cet espace parvient à dé-
crire avec succès, et, encore mieux, de manière linéaire [84, 85]. Ainsi,
d’après ces conditions, réaliser un morphing tel que décrit dans la partie
précédente ne serait possible qu’avec des données synthétiques. Pour
solutionner ce problème, des travaux ont proposé des architectures d’en-
codeurs permettant de projeter des images réelles dans un espace latent
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de GAN (voir encadré 5), créant ainsi une architecture encodeur-décodeur
entraînée comme un GAN via le mécanisme adversarial, mais s’utili-
sant plutôt comme un auto-encodeur [84, 122]. L’architecture StyleGAN

Fig. 4.4 : Architecture du générateur
de StyleGAN A gauche, le réseau de
cartographie, qui injecte le vecteur w à
chaque couche du réseau de synthèse, à
droite. (d’après [83]) )

répond particulièrement bien à ces enjeux (Voir encadré 4).

Ainsi, l’IA générative peut permettre de créer des stimuli pour des ex-
périences comportementales. Mieux, elle peut permettre d’identifier des
variables d’intérêt de manière automatique pour modifier ces stimuli dans
la direction qu’elles décrivent, tout en contrôlant la modification d’autres
variables qui doivent rester identiques pour éviter de créer des facteurs
de confusion.
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5.1 Force et complémentarités des modèles
humains et mandrills

Les mandrills, Mandrillus sphinx, et les humains, Homo sapiens, sont deux
espèces de primates de l’infra-ordre des siimiformes, plus communément
appelés singes. Le dernier clade commun les réunissant est le micro-ordre
des catarrhiniens, principalement défini par leurs narines dirigées vers le
bas [123]

[123] : Solari et al. (2007), «Mammal
Species of the World»

.

Nous choisissons d’une part de nous focaliser sur ces deux espèces pour
cibler nos travaux et les restreindre à une partition des mammifères pos-
sédant un système visuel tel que celui décrit en partie 2.1.1. D’autre part,
ces deux espèces possèdent des intérêts propres et des complémentarités
qui les rendent particulièrement pertinentes pour la problématique de la
thèse.

Ainsi, les humains sont une espèce largement étudiée sous des aspects qui
éclairent la question de l’attractivité des visages autant en neurosciences,
en psychologie qu’en sciences de l’évolution ou en écologie, comme nous
l’avons montré dans les parties précédentes. Prélever des données expéri-
mentales avec des humains est plus simple qu’avec d’autres animaux puis-
qu’ils peuvent verbaliser leurs préférences, comme le montre l’existence
de bases de données de stimuli visuels évalués [63, 124] (Cf. Fig. 5.1,(Cf.
Fig. 5.2)).

Néanmoins, l’étude des comportements sociaux-sexuels chez les humains
peut être limitée par le contexte anthropologique spécifique de cette
espèce et en particulier par le chevauchement entre des causes d’origine
évolutive et des causes culturelles.

Les mandrills sont certes bien moins étudiés que les humains, mais il
y a tout de même des travaux sur leurs comportements sociaux [125]
et en particulier sur la perception de leurs visages [126, 127]. En effet,
une base de données de plusieurs dizaines de milliers de portraits de
mandrills a été récemment mise en place dans le cadre d’un projet de
suivi de long terme d’une population naturelle (voire partie 5.2.3). Il
reste néanmoins plus difficile et contraignant de réaliser des protocoles
expérimentaux avec des primates non humains en général et avec des
mandrills en particulier, qu’avec des humains, même si des travaux en ce
sens ont déjà été réalisés [116, 118] . Enfin les mâles mandrills présentent
des caractéristiques physiques, telles que la coloration du visage et du
périnée, qui sont absentes ou moins exagérées chez les femelles [17].
Cette importante différence faciale permet de mettre en évidence des
prototypes très caractéristiques des mâles et des femelles mandrills. Cela
peut notamment s’expliquer par la compétition induite par le régime
d’appariement polygyne des mandrills, comme expliqué en partie 2.3.2.
Des conséquences socio-sexuelles de cette différence, spécifiquement au
niveau des visages, ont été montrées dans des travaux récents [128].
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Fig. 5.1 : images issues des la base de
données de portraits d’humains stan-
dardisé CFD (Chicago Face Database)
(d’après [124]

Fig. 5.2 : images issues des la base de
données de portraits d’humains NON
standardisé SCUT-FBP5500 (d’après
[63])
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[17] : Setchell et al. (2005), «Dominance,
Status Signals and Coloration in Male
Mandrills (Mandrillus sphinx)»

[128] : Tieo et al. (2023), «Social and
sexual consequences of facial femininity
in a non-human primate»

Fig. 5.3 : Image d’une femelle man-
drill dans son environnement natu-
rel (Photo prise par Loïc Sauvadet)

Fig. 5.4 : Image d’un mâle man-
drill dans son environnement natu-
rel (Photo prise par Loïc Sauvadet)

Fig. 5.5 : Image d’un juvénile man-
drill dans son environnement natu-
rel (Photo prise par Loïc Sauvadet)

5.2 Les mandrills : choix de partenaire,
signaux visuels et populations étudiées

5.2.1 Ecologie et organisation sociale des mandrills

Les mandrills (Cf. Fig. 5.3, 5.4, 5.5)sont des primates de la famille des
cercopithèques (Cercopithecidae), classés comme vulnérables par l’UICN.
Ils vivent dans les forêts tropicales d’Afrique centrale, principalement
au Gabon, Guinée Equatoriale, dans le sud du Congo et du Cameroun,
en groupes allant de plusieurs dizaines à plusieurs centaines d’individus
[129], multi mâles et multi femelles. Les femelles restent dans le même
groupe de mère en fille (matrilignées) tandis que les mâles migrent dans
un autre groupe à l’adolescence, ce qui permet d’éviter les accouplements
consanguins [130]. Au sein d’un groupe social, la hiérarchie entre indi-
vidus est strictement linéaire, et alors que chez les femelles, le rang est
principalement transmis de mère en fille, chez les mâles, il peut évoluer
tout au long de la vie des individus. La polygynie des mâles implique chez
eux une forte compétition intrasexuelle, et cette pression de séléction a
pour conséquence un dimorphisme sexuel particulièrement important
[125]. En particulier, les mâles sont deux à trois fois plus gros que les
femelles (environ 30 kg pour environ 12 kg) et leurs canines mesurent
44mm contre 10mm pour les femelles [131]. Nous allons voir que ce
dimorphisme est aussi caractérisé par les traits faciaux des mandrills.

5.2.2 Signaux visuels, perception des visages et choix
de partenaire chez les mandrills

Darwin affirmait qu’ “aucun autre membre de l’entière classe des mammi-
fères n’est coloré, d’une manière aussi extraordinaire que le mandrill mâle”
(Cf. Fig. 5.6) [132]. En effet, les mâles adultes présentent des ornements
sexuels secondaires extravagants, comme une peau de couleur bleue et
rouge sur le visage, la croupe et les organes génitaux, ainsi qu’une barbe
jaune, une frange de poils blancs au niveau de l’estomac [133].

La présence de ces signaux sexuels secondaires extravagants chez les
mandrills ne serait pas uniquement liée à leur régime d’accouplement
polygyne, mais potentiellement aussi aux longs déplacements à travers
la forêt et à la grande taille des groupes impliquant que les individus se
croisent moins et ont donc besoin de signaux pour se reconnaître [129].

De plus, les mâles choisissent les femelles en fonction de leur statut social,
en privilégiant les rangs élevés et préfèrent aussi les femelles qui ont déjà
donné naissance [133].

5.2.3 Le Projet Mandrillus, la base de données de
visages de mandrills et les travaux de vision par
ordinateur chez les mandrills

Desmandrills en captivité ont été relâchés en 2002 (36 individus) et en 2006
(29 individus) dans la forêt équatoriale du parc de la Lékédi dans le Haut-
Ogooué au sud-est du Gabon [134]. A partir de 2003, des mâles sauvages
ont rejoint le groupe pour se reproduire avec les femelles relâchées. Cela
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Fig. 5.6 : Extrait d’une description de
Darwin des caractéristiques des man-
drills mâles (d’après [132])

[129] : Abernethy et al. (2002), «Hordes
of mandrills (Mandrillus sphinx)»

[130] : Setchell (2003), «Behavioural
Development in Male Mandrills (Man-
drillus sphinx)»

[125] : Setchell et al. (2005), «Sexual
Selection and Reproductive Careers in
Mandrills (Mandrillus sphinx)»

[131] : Setchell et al. (2001), «Changes
in the secondary sexual adornments of
male mandrills (Mandrillus sphinx) are
associated with gain and loss of alpha
status»
[132] : Darwin et al. (1981), The Descent
of Man, and Selection in Relation to Sex

permet un suivi en milieu naturel de ce groupe d’individus, qui est le
seul habitué à la présence humaine au monde. Le Projet Mandrillus a été
mis en place en 2012 pour coordonner ce suivi autour d’une équipe de
chercheuses et chercheurs, assistantes et assistants de terrains, étudiantes
et étudiants, à la fois internationaux et Gabonais. Cette équipe suit le
groupe au quotidien et prélève des données comportementales (focales),
biologiques (prises de sang, échantillons fécaux) et des photographies,
en particuliers des portraits des individus. A l’heure actuelle, le groupe
comporte plus de 350 individus dont la plupart sont nés dans la nature.

Depuis le début du projet, une base de données de ces photographies, la
Mandrillus Face Database (MFD) [64] a été mise en place. Elle contient1

29495 portraits de 397 individus différents (191 femelles, 203 mâles, 3
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[132] : Darwin et al. (1981), The Descent
of Man, and Selection in Relation to Sex

[133] : Setchell et al. (2006), «Mate
Choice in Male Mandrills (Mandrillus
sphinx)»

[129] : Abernethy et al. (2002), «Hordes
of mandrills (Mandrillus sphinx)»

[133] : Setchell et al. (2006), «Mate
Choice in Male Mandrills (Mandrillus
sphinx)»

[134] : Peignot et al. (2008), «Learning
from the first release project of captive-
bred mandrills Mandrillus sphinx in Ga-
bon»

Fig. 5.7 : Portrait d’une femelle man-
drill standardisée de la Mandrillus
Face Database

Fig. 5.8 : Portrait d’un mâle mandrill
standardisé de la Mandrillus Face Da-
tabase

inconnus). Chaque image est cadrée autour de la tête de l’individu, re-
dressée, et annotée (Cf. Fig. 5.7, 5.8, 5.9). Les variables descriptives des
images sont la date de la photo, l’identifiant de l’individu, son sexe, sa
date de naissance, ainsi que deux variables décrivant la qualité de l’image,
et l’orientation de la tête de l’individu.

Dès 2011, des approches quantitatives basées sur les mesures d’un spec-
trophotomètre ont été utilisées pour évaluer la relation entre les couleurs
du visage des mandrills et le statut social des individus [135]. La création
de la MFD a permis de mettre en place des travaux sur les caractéristiques
des visages d’une toute autre ampleur pour tester des hypothèses biolo-
giques à propos des mandrills avec des méthodes d’apprentissage profond.
Dans le domaine de la sélection de parentèle2, à partir de mesures de
ressemblance dans un espace latent d’encodage, il a été montré que les
apparentés paternels se ressemblent plus que les apparentés maternels
[126], et que les mères font en sorte d’orienter les opportunités sociales
de leur progéniture vers d’autres enfants qui leurs ressemblent. Dans
le domaine de la sélection sexuelle, des travaux basés sur une approche
similaire ont mis en évidence des relations entre attractivité et féminité
chez les femelles mandrills : les mâles préfèreraient des femelles moins
féminines[128].
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Fig. 5.9 : Portrait d’un juvénile man-
drill standardisé de la Mandrillus
Face Database

[64] : Tieo et al. (2023), «The Mandrillus
Face Database»
1 : pour la version utilisée dans le cadre
de cette thèse
[135] : Renoult et al. (2011), «The Evo-
lution of the Multicoloured Face of Man-
drills»

2 : branche de la sélection naturelle ex-
pliquant les comportements altruistes en-
vers les individus apparentés

[126] : Charpentier et al. (2022), «Man-
drill mothers associate with infants who
look like their own offspring using phe-
notype matching»

[128] : Tieo et al. (2023), «Social and
sexual consequences of facial femininity
in a non-human primate»

Fig. 5.10 : Photographie d’une fe-
melle mandrill portant un juvénile,
captifs dans leur enclos

5.2.4 Des mandrills en semi-captivité dans un centre
de recherche au Gabon

Une autre population de mandrills sur laquelle sont basés de nombreux
travaux scientifiques est celle du centre de primatologie (CDP) du Centre
Interdisciplinaire de Recherches Médicales de Franceville, aussi situé dans
le Haut-Ogooué au Gabon. Il s’agit de mandrills semi-captifs dans des
enclos de plusieurs hectares contenant un environnement de type forêt
tropicale (Cf. Fig. 5.10).

Cette population a été créée en 1983 avec 15 mandrills des deux sexes
dans un premier enclos. Un deuxième enclos a ensuite été créé en 1994
en divisant le groupe du premier enclos qui avait augmenté, uniquement
par reproduction. Un troisième enclos a été créé plus tard, permettant
l’étude de 3 groupes différents et indépendants. Les individus peuvent se
nourrir à partir de ce qu’ils trouvent dans les enclos, mais leurs ressources
sont principalement fournies par les équipes d’animaliers du CDP qui
organisent un nourrissage quotidien dans des cages en périphérie des
enclos, en plus d’un système d’eau illimitée [133]. Ce système de cage
permet d’habituer les mandrills à se rendre dans des lieux fermés, offrant
la possibilité de réaliser des expérimentations ou pratiquer des soins sur
les individus. Plus récemment, les groupes ont augmenté en taille suite à
des saisies chez des particuliers qui détenaient des mandrills illégalement
(communication personnelle)

Par rapport aux mandrills sauvages, les mandrills mâles du CDP ne
peuvent pas migrer entre groupes, ce qui induit une compétition intra-
sexuelle plus élevée [125]. Ainsi, on observe que les mâles sont encore plus
colorés que ceux en pleine nature, mais de plus petite taille. Concernant
la taille des groupes, environ 50 individus par enclos, ils correspondent
aux plus petits groupes que l’on peut trouver dans la nature.



[64] : Tieo et al. (2023), «The Mandrillus
Face Database»

Objectifs de la thèse 6
Cette thèse a eu pour but de caractériser l’attractivité des visages, avec
des approches à la fois de modélisation et expérimentales, mais ayant
pour point commun le levier de l’apprentissage profond, génératif et
prédictif. Nous avons dans les parties précédentes traité ce sujet sous plu-
sieurs angles différents qui ont été choisis pour permettre de comprendre
l’articulation des travaux présentés dans ce manuscrit.

Nous nous sommes intéressés aux mécanismes neuronaux de l’attractivité,
en particulier au travers des théories du codage efficient et de la fluence,
sans négliger le fait que des caractéristiques visuelles faciales peuvent
aussi être des indicateurs de qualité. Pour ce faire, nous avons choisi
deux modèles d’études, les mandrills et les humains, nous permettant
d’explorer des aspects complémentaires de cette attractivité faciale.

Les 3 chapitres de cette thèse, chacun sous la forme d’un article, proposent
des approches différentes pour répondre à la problématique des caracté-
ristiques de l’attractivité des visages, au regard des thèmes qui auront été
développés dans l’introduction générale.

Le premier chapitre propose une approche basée sur un développement
récent et performant de l’IA générative d’images : StyleGAN3 (Cf. par-
tie 4.2.2), appliqué à la féminité des mandrills. Cette féminité peut être
vue comme un cas particulier de prototypicalité (Cf. parties 2.2.2 et 3.2),
mais prend aussi sens comme facteur d’attractivité dans le contexte de
l’espèce hautement dimorphique que sont les mandrills (Cf. parties 2.3.2,
5.1 et 5.2.1). Ici, au-delà de simplement appliquer des outils existants à
de nouvelles images, nous proposons une approche permettant de les
synthétiser, de les éditer selon un axe de féminité, mais aussi de contrôler
plus finement leur féminité au regard d’une distribution réelle. Ainsi, en
nous appuyant sur les données de terrain d’un projet de suivi à long terme,
et en particulier sur une base d’images de plusieurs milliers de portraits
de mandrills (Cf. partie 5.2.3), nous proposons une méthode innovante
qui ouvre de nouvelles perspectives en écologie visuelle expérimentale.
L’article qui a émergé de ces travaux a été soumis à ACM Transactions
on Multimedia Computing, Communications, and Applications et est en
attente de réponses des relecteurs.

Le second chapitre s’inscrit à la fois dans la continuité de la méthode dé-
veloppée dans le premier chapitre, et de résultats d’une étude corrélative
[64] sur une population de mandrills sauvages (Cf. 5.2.2). Nous proposons
de tester expérimentalement ces résultats montrant que les femelles les
moins féminines sont préférées par les mâles que chez les mandrills, à
l’inverse de ce qui est observé chez les humains. Ainsi, dans une popu-
lation de mandrills en semi-captivité habituée aux expérimentations en
conditions contrôlées(Cf. partie 5.2.4), nous confirmons et renforçons les
résultats obtenus précédemment grâce à une expérience basée sur un
test de choix et le paradigme du temps d’observation (Cf. partie 4.1.3).
L’article produit sur les résultats de ces travaux est en préparation.

Enfin, au-delà de fabriquer des stimuli, l’IA peut aussi servir de modèle de
perception (Cf. partie 3.2). En particulier, nous utilisons dans ce troisième
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[136] : Dibot et al. (2023), «Sparsity in an
artificial neural network predicts beau-
ty»

chapitre un réseau convolutif (Cf. partie 3.1.2) comme modèle du système
perceptif des mammifères (Cf. partie 2.1.1) pour évaluer le lien entre un
proxy de la fluence neuronale, la sparsité (Cf. partie 3.2), et la perception
de la beauté et de l’attractivité de visages et d’œuvres d’arts par des sujets
humains. L’article est publié dans PLOS Computational Biology [136].



Chapitre 1 : Generation and
Editing of Mandrill Faces :

Application to Sex Editing and
Assessment
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Ce premier chapitre, sous la forme d’un article soumis à ACM Transactions
on Multimedia Computing, Communications, and Applications, propose
un développement méthodologique basé sur l’IA générative permettant
de générer, modifier et évaluer quantitativement la féminité faciale de
portraits de mandrills.

Cette approche pose les bases techniques pour mettre en place une expé-
rience comportementale d’étude des préférences pour la féminité chez
les mandrills, que nous développerons dans le chapitre suivant.
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Generation and Editing of Mandrill Faces: Application to Sex Editing and
Assessment

NICOLAS DIBOT, CEFE, Univ. Montpellier, CNRS, EPHE, IRD, France

JULIEN RENOULT, CEFE, Univ. Montpellier, CNRS, EPHE, IRD, France

WILLIAM PUECH, LIRMM, Université de Montpellier, CNRS, France

Generative AI has seen major developments in recent years, enhancing the realism of synthetic images, also known as computer-
generated images. In addition, generative AI has also made it possible to modify specific image characteristics through image editing.
Previous work has developed methods based on generative adversarial networks (GAN) for generating realistic images, in particular
faces, but also to modify specific features. However, this work has never been applied to specific animal species. Moreover, the
assessment of the results has been generally done subjectively, rather than quantitatively. In this paper, we propose an approach
based on methods for generating images of faces of male or female mandrills, a non-human primate. The proposed method is also
capable of editing their sex by identifying a sex axis in the latent space of a specific GAN. Statistical features extracted from real image
distributions have been used to develop the assessments. The experimental results we obtained from a specific database are not only
realistic, but also accurate, meeting a need for future work in behavioral experiments with wild mandrills.
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1 Introduction

For more than a decade, AI and more specifically machine learning (ML) has revolutionized a wide range of fields, and
image processing in particular. With deep learning, particularly with CNNs, which were revived by LeCun et al. in
2015 for image classification [23], one of the most common ML tasks involves training a model to predict labels for
input data. However, ML encompasses many other tasks such as; segmentation [26], clustering [6], and, regression and
quality assessment [45]. The role of these ML systems is to learn patterns and relationships from training data, using a
variety of techniques. They require the creation of mathematical models capable of generalizing from training data
such as images to make predictions on new data.
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2 Dibot et al.

More recently, these ML models have been used to generate synthetic images, also known as computer-generated
images, and perform various tasks on them [5]. These models, known as generative AI (GenAI), and, in particular,
generative adversarial networks (GAN), have demonstrated their performance [11]. One of the most popular tasks at
the moment is style transfer, which consists of editing an image to transform it into another image with a different
style [24, 25]. Among the most popular GenAI models, the StyleGAN3 architecture has proved particularly innovative
in combining GAN with the style transfer technique [19]. Innovations have even made it possible to use StyleGAN to
modify real images according to variables of interest.

In the fields of ecology and evolution, deep learning has already been used for detection [42, 48] or classification
tasks [40]. Previous GenAI-based approaches have been proposed in ecology [14, 32, 36], but not specifically for animal
behavior, including human behavior, or for the study of visual signals. However, work on mandrill behavior has been
carried out using traditional computer vision metrics [29] or non-generative deep learning [40].

In this paper, we propose a method for generating artificial mandrill faces, a non-human primate from central Africa,
and then editing them according to a specific characteristic which is the sex level, for mandrill males (masculinity) and
females (feminity). Furthermore, in our approach, we propose to assess this sex-level variation as a function of a real
distribution. In order to confirm the realism and the visual quality of the images of mandrill faces obtained, we applied
our approach to a specific database containing a large number of mandrill faces from Gabon, both male and female, the
Mandrillus Face Database (MFD) [41].

The main contributions we propose in this paper are:

• An application of GAN-based synthetic image generation to face images of a primate species, the mandrill;
• Editing the sex level of these mandrill faces;
• A method for quantitative assessment of the variable used for editing, with a perspective of application to

experimental choice tests for a behavior analysis.

The rest of this paper is organized as follows. In Section 2, we first detail current state-of-the-art approaches, related
to GAN and image editing, and then present previous studies on animal behavior and ecology studies using deep
learning and generative AI. Section 3 describes the proposed method for editing mandrill faces and assessing their sex
level. Section 4 presents experimental results obtained with the method we propose, followed by a discussion. Finally,
this paper is concluded in Section 5.

2 Related work

In this section, we present the previous work on which our proposed method is based. In Section 2.1, we first detail
some generative AI concepts, specifically GAN. The application of these concepts to image editing is then discussed in
Section 2.2. Finally, links with the field of ecology, and more specifically with the study of animal behavior are then
detailed in Section 2.3.

2.1 Generative AI, GAN and encoding

Generative adversarial networks (GAN) were first developped 10 years ago [11]. They are based on an adversarial training
mechanism where two neural networks, a generator and a discriminator, are trained together. While the generator
aims to create realistic synthetic images whose feature distribution matches that of a real training image database,
Manuscript submitted to ACM
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Generation and Editing of Mandrill Faces: Application to Sex Editing and Assessment 3

the discriminator must learn to distinguish between images from the same real image database and the generator’s
synthetic images. Subsequently, major improvements were proposed by the Wasserstein GAN [4] which improves the
convergence and the realism of these models, using an optimization strategy based on optimal transport [43], while
the Progressive Growing GAN generates more realistic images [18]. Afterwards, StyleGAN significantly improves the
realism of the images, particularly portraits [20]. This architecture was enhanced in 2020 with StyleGAN2 [21] and in
2021 with StyleGAN3 [19]. StyleGAN3 is particularly powerful and realistic, enabling the construction of latent spaces
where image features are linear, that is, disentangled [5, 46]. The specificity of the family of StyleGan models lies in the
integration of a third neural network, called the mapping network, in addition to the generator and discriminator. This
additional network generates a feature vector, which is injected into the generator at various stages, enabling fine-tuned
control of the attributes of the generated image. In comparison, to date and to our knowledge, there are no similar
approaches based on other generative deep learning architectures for editing, encoding and precisely manipulating
images at the same time. Results obtained by variational autoencoders (VAE) [22] are not as realistic, while diffusion
models although realistic, do not allow easy manipulation of their latent encoding spaces [34].

With VAE, by construction, it is trivial to find the position of a given image through its latent vector in the latent
space of the trained model, since these models consist of an encoder and a decoder [22]. GAN, on the other hand, only
have a decoder, but no encoder. They are therefore able to generate realistic synthetic images, but are unable to find
the position of a real image in their latent space. For this purpose, encoder architectures additional to a StyleGAN3
generator have been proposed [5]. In particular, the pSp framework enables fairly faithful encoding of real images [30].
To achieve this, it encodes not in the latent space located at the beginning of the generator, but in a larger space
corresponding to all layers of the generator, this enables greater precision. However, the method is still not perfected
but this is an area for future improvements.

2.2 Handmade versus GAN-based editing

Image editing consists of modifying specific characteristics of an image. For example, it is possible to edit the sex
of a portrait, making it more masculine or feminine, or the age, making it younger or older. Morphing techniques
based on Delaunay triangulation [38] or wavelets [27, 37] are not visually efficient. GAN in general and StyleGAN
in particular offer advantages over these previous methods. GAN latent spaces perform well to predict continuous
variables independently of their generative capacity [28]. In particular, StyleGAN performs well not only to construct a
latent space where a specific variable can be identified, but also to generate images modified according to this specific
variable [2]. Several methods have been proposed to identify the axis that describes this specific variable in the GAN
latent space. The supervised linear method uses a Support Vector Machine (SVM) to separate two clusters corresponding
to the two extremities of the variable, and to isolate the axis orthogonal to the SVM support vector [3]. In the absence
of labeled data for the supervised linear method, there are also unsupervised linear approaches without labels [17, 44].

2.3 Deep learning applied to mandrill behavior and visual communication

Mandrills,Mandrillus sphinx, are a species of primate in the cercopithecidae family [13]. They are classified as vulnerable
by the International Union for Conservation of Nature (IUCN) [35]. Academic work to better understand their behavior
within an evolutionary biology paradigm has been ongoing for many years [7]. More recently, a database of mandrill
portraits has been created, the Mandrillus Face Database (MFD) [41]. The MFD database detailed in Section 4.1, makes
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4 Dibot et al.

it possible to use computer vision approaches based on deep learning to study mandrill behavior [8, 9, 40]. The use
of deep learning in behavioral ecology has increased in recent years to understand the evolution of visual signals
and visual perception in many species, beyond the application to mandrills [10, 12, 16]. Generative models such as
GAN, have been rarely used in ecology, and usually for quite different questions, such as modeling the evolution of the
prey/predator relationships [36], predicting species coexistence patterns [14] or modeling the trajectory of birds [32].

To our knowledge, there are no GAN-based approaches for generating visual stimuli that give rise to behavioral
experiments. With this objective in sight, we have developed the method presented in this article to meet a need for
ecologists interested in animal behavior using mandrills as a study model.

3 The proposed method for editing images of mandrill faces

The aim of this work is to edit images of mandrill faces in such a way as to modify their femininity or masculinity. In
this paper, we define the concept of sex level as the level of belonging to one of the two sexes on a one-dimensional
axis. In this section, we develop in detail the method we propose for editing mandrill faces in order to modify their sex
level by editing the corresponding generated images of mandrill faces.

Fig. 1. Overview of the training phase.

The whole process includes a training phase, and an editing phase. The goal of the training phase consists of
generating all the necessary processes and data for the editing phase, in particular a trained StyleGAN3 [19] specific for
mandrill face images, and a trained pSp encoder [31] for mandrills to generate image latent vector in latent space. The
goal of the training phase is also to obtain a sex distribution of mandrill faces and to calculate the editing vector. The
objective of the editing phase is to modify the mandrill’s masculinity (if it is a male) or femininity (if it is a female) by
editing a real image of a mandrill face.

First, in Section 3.1, we give an overview of the training phase, which requires as an input, a database of real images
of mandrill faces. The main parts of the training phase are then detailed to explain, in Section 3.2 how to generate a
database of mandrill faces from a specific StyleGAN3, in Section 3.3 to train a pSp-mandrill encoder, and in Section 3.4
to determine the editing vector needed for the editing phase. Then, in Section 3.5, we give an overview of the editing
Manuscript submitted to ACM
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Generation and Editing of Mandrill Faces: Application to Sex Editing and Assessment 5

phase and we detail in Section 3.6 the computation of the possible edition variation range. Finally, in Section 3.7 we
give details to compute the sex level of an edited generated image of a mandrill face.

3.1 Overview of the training phase

For the editing phase presented in Section 3.5, we first need to train several machine learning algorithms. Indeed, at
the beginning we only have a database of real images of mandrill faces and only untrained or no specific algorithm
architectures. An overview of the training phase is illustrated in Fig. 1.

First, in order to generate synthetic images of mandrill faces from a database of real images, we train a StyleGAN3
model [19] on a database of real mandrill faces, the MFD Database. We then obtain a GAN called StyleGAN-mandrill.
During the editing vector computation phase, then we determine in the GAN latent space, noted𝑊 , the vector −→𝒗 that
would feminize or masculinize an image of a mandrill face based on its vector in latent space.

This vector is calculated in the space𝑊 . To do this, during the CNN sex-mandrill training phase, we have to also
train a classifier neural network to provide the sex label of the images generated by StyleGAN3-mandrill. Therefore we
have to also train an encoder to find the latent vectors of the real images in the GAN latent space𝑊 in the encoder
training phase. This projection is carried out in a space called𝑊 +. The size of the space𝑊 + is 18 times larger than that
of the space𝑊 . According to the following tasks, we frequently need to switch from the space𝑊 to the space𝑊 +, and
back again. Finally, we project the latent vectors of encoded real images in the space𝑊 + onto the previously identified
vector −→𝒗 to see their distribution for comparison with the femininity or masculinity editing of a single image projected
onto the same axis.

3.2 Generation of mandrill faces from StyleGAN3-mandrill

In order to generate random images, with a size of 1024 × 1024 pixels of mandrill faces, using our approach, we propose
to rely on fine-tuning the StyleGAN3. As illustrated in Fig. 1, to do this, we use a pre-trained version with weights
from the FFHQ (Flickr Faces High Quality) dataset [18], a database of 70,000 human portraits. From these weights, we
fine-tune StyleGAN3 in order to obtain a specific trained StyleGAN3, StyleGAN3-mandrill, by defreezing specific layers
and by using a database of mandrill faces, the Mandrillus Face Database [41], presented in Section 4.1. We evaluate the
training quality using the FID (Frechet Inception Distance) metric [47]. This metric calculates the distance between two
distributions of latent vectors extracted from CNN Inception-V3: one for the real images and the other for generated
images. The obtained results from the FID metric can vary according to the type of data on which the StyleGAN3 is
trained.

To generate images with StyleGAN3-mandrill, the model needs to be used as an image generator. Like a decoder, it
transforms small-scale information, i.e. a vector of size 512, into large-scale information, i.e. a 1024 × 1024 pixel image.
To generate an image with no other purpose than that it be a realistic mandrill face, we simply pass a random latent
vector of a size 512 as input to StyleGAN3-mandrill, which then generates an image of mandrill face. This latent vector,
called𝒘 is injected between each layer of the generator in place of the other latent vector𝒘 generated by the mapping
network when training StyleGAN3.
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3.3 Training of the pSp-mandrill encoder

Based on the architecture of an untrained encoder pSp [31], and the weights of the trained StyleGAN3-mandrill
presented in Section 3.2, the aim of this step is to obtain a pSp encoder trained to specifically encode mandrill faces and
called pSp-mandrill encoder as shown in Fig. 1. Editing an image with a GAN to change a feature of interest like sex or
age is an algebraic operation. It involves modifying its latent vector𝒘 along a specific direction. For our approach, this
means having its vector𝒘 in the latent space𝑊 of StyleGAN3-mandrill. When an image is generated by the GAN, it
is trivial, because the GAN is a decoder that generates an image from a random latent vector𝒘 located in the space
𝑊 and injected between each layer of the generator. With a real image we can not directly obtain its coordinates. As
StyleGAN3 is highly stochastic, it cannot be used “backwards” as an encoder to find the original latent vector precisely.
Several previous work propose to overcome this problem [5, 46]. We use the pSp (pixel2style2pixel) encoder [30], which
allows us to obtain a latent vector𝒘+ corresponding to an input image. This latent vector does not correspond solely to
the latent vector𝒘 obtained with StyleGAN3-mandrill (located in the space𝑊 ), but to the concatenation of a set of
different latent vectors, which are located in a space called𝑊 +. This set of latent vectors are also injected between
each layer of the generator, but whereas in the classical case, the same vector𝒘 is injected several times, in this case a
different vector is injected between each layer. StyleGan3 containing 18 layers, the dimension of latent vector𝒘+ is
then 18 times larger than the latent latent vector𝒘 . The proposed approach is the same whether editing in latent space
𝑊 or in the latent space𝑊 +.

Since the encoder pSp is also a neural network, it requires training. Its necessary inputs are the images of real
mandrill faces and the StyleGAN3-mandrill weights. Starting from scratch, the obtained pSp-mandrill encoder takes a
real image of a mandrill face, and provides the latent vector of a real image of mandrill face in the space𝑊 +.

3.4 The editing vector calculation

For the editing vector calculation step, from the latent vectors of the generated images, their sex labels and a SVM
(Support Vector Machine), we want to calculate the sex vector −→𝒗 giving us the direction along which it is possible to
edit femininity or masculinity. In this paper, we postulate that the vector is the same for varying either masculinity
and femininity; only the direction of editing changes according to each of the two sexes. The proposed editing vector
approach is based on the method proposed by Alaluf et al. [33], that we applied to our data.

Fig. 2. Calculation of the editing vector from SVM on the clusters of female and male vectors in the space𝑊 .
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Generation and Editing of Mandrill Faces: Application to Sex Editing and Assessment 7

For this purpose, we first generated 100,000 images of mandrill faces with StyleGAN3-mandrill, to which their latent
vectors are associated. Then we determine their sex with a MobileNet architecture CNN classifier [15] trained for this
task on sex-labeled images from the database of real mandrill images. Then we train an SVM to classify the latent
vectors according to their associated sex. Thus we obtain the vector −→𝒗 , orthogonal to the support vector separating the
“male” cluster from the “female” cluster of latent vectors, as illustrated in Fig. 2. Applied to the latent vector of an image
as a scalar product, this vector −→𝒗 gives the direction in which to modify a latent vector in order to change the variation
of the sex level of the associated image.

The next step is to quantify the variation of the sex level caused by the editing vector −→𝒗 in relation to the distribution
of real images, as a ground truth. Then we encode all the real images from the Mandrillus Face Database (MFD) with
the pSp-mandrill encoder in space𝑊 +. We project the vectors of these images onto the edit vector −→𝒗 , which we then
consider to be a sex axis. This allows us to estimate the distribution of male and female images along the sex axis.

3.5 Overview of the editing phase

Now that all the parts are trained, we can integrate them into a pipeline for our mandrill portrait editing application as
illustrated in Fig. 3. First we select a real image of a mandrill face. Its sex is determined using the CNN-sex-mandrill
classifier presented in Section 3.4. The image is then encoded with the pSp-mandrill encoder in the space𝑊 + and
projected onto the sex axis. From its sex level on this axis, we compute a likely editing range corresponding to ±
2 standard deviations around the mean of the distribution of all real images on this axis. From a given desired sex
deviation Δ𝑑 of editing, if this is within the range, the latent vector is then edited along the direction given by the sex
axis. The new edited latent vector is obtained and decoded with the StyleGAN3-mandrill decoder to obtain a new edited
image of a mandrill face.

Fig. 3. Overview of the editing phase.

3.6 Possibility of the sex level deviation

The editing must modify sex level within a range that exists in reality. In Section 3.4, we explain how to obtain the
distribution of real images on the sex axis. We analyze two distributions separately: that of males and that of females.
For each, we calculate the mean 𝜇, more precisely 𝜇𝑀 for males and 𝜇𝐹 for females respectively, its standard deviation
𝜎 , 𝜎𝑀 for males and 𝜎𝐹 for females respectively, and determine bounds corresponding to ±2𝜎 .
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8 Dibot et al.

Fig. 4. Calculation of the upper and lower edit bounds for each sex according to the distributions of real images projected on the sex
axis.

Next, we project an image encoded in the space𝑊 + onto the sex axis, and calculate the two distances between its
position and the upper and lower bounds of its own sex distribution as shown in Fig. 4. These distances are used to
calculate whether or not editing is possible with a desired sex deviation Δ𝑑 , as presented in detail in Algorithm 1.

Algorithm 1 Calculating whether editing is possible or not.
1: Input: Original image 𝐼𝑜 ; Desired sex deviation Δ𝑑
2: Output: Boolean 𝐸𝑑𝑖𝑡𝑖𝑛𝑔: Editing possible or not
3: 𝑆𝑒𝑥 ← CNNSexMandrill(𝐼𝑜 ); // Sex label classification
4: 𝒗𝒐 ← encodeWithpSp(𝐼𝑜 );
5: 𝑆𝑜 ← projection(𝒗𝒐); // Sex level computation
6: if 𝑆𝑒𝑥 = 𝑀𝑎𝑙𝑒 then
7: 𝜇𝑀 ← averageMale();
8: 𝜎𝑀 ← standardDeviationMale();
9: if 𝑆𝑜 + Δ𝑑 < 𝜇𝑀 − 2𝜎𝑀 or 𝑆𝑜 + Δ𝑑 > 𝜇𝑀 + 2𝜎𝑀 then
10: 𝐸𝑑𝑖𝑡𝑖𝑛𝑔 ← FALSE;
11: else
12: 𝐸𝑑𝑖𝑡𝑖𝑛𝑔 ← TRUE;
13: end if
14: else
15: 𝜇𝐹 ← averageFemale();
16: 𝜎𝐹 ← standardDeviationFemale();
17: if 𝑆𝑜 + Δ𝑑 < 𝜇𝐹 − 2𝜎𝐹 or 𝑆𝑜 + Δ𝑑 > 𝜇𝐹 + 2𝜎𝐹 then
18: 𝐸𝑑𝑖𝑡𝑖𝑛𝑔 ← FALSE;
19: else
20: 𝐸𝑑𝑖𝑡𝑖𝑛𝑔 ← TRUE;
21: end if
22: end if
23: return 𝐸𝑑𝑖𝑡𝑖𝑛𝑔
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3.7 Calculation and assessment of the sex level from the space𝑊 to to the space𝑊 + of an edited
generated image of a mandrill face

In this last step, we explain how to edit and assess the encoded image according to a desired deviation on the sex axis
as illustrated in Fig. 3. From the original image 𝐼𝑜 , the desired deviation Δ𝑑 , two optimization parameters, the step 𝑠
corresponding to the modification intensity of the editing deviation to be optimized, the threshold 𝑇 corresponding to
the editing precision tolerance, and the standard deviation 𝜎 , we want to obtain the edited image 𝐼𝑒 with the optimized
editing deviation Δ𝑒 that enabled this editing.

In order to edit an image, we cannot directly modify its coordinates according to the latent vector 𝒗 multiplied by
the desired deviation. In fact, in the space𝑊 +, the magnitude of the editing intensity is not the same depending on
where it is measured. It is not the same for an encoded image directly after its edition in the space𝑊 + or for this same
image decoded then re-encoded with pSp-mandrill after its edition. As the editing vector is calculated in the space𝑊 , it
does not necessarily correspond to the optimal direction of sex level in the space𝑊 +.

To overcome this problem, we have developed an algorithm, presented in Algorithm 2, which optimizes the editing
intensity to be applied to the latent vector of an encoded image by decoding and re-encoding the edited image, then
comparing the sex level of the re-encoded image with the desired sex level. The principle of Algorithm 2 is to edit an
image with a certain deviation Δ, see if its sex level corresponds to the desired sex level, then according to this, modify
the value of the deviation Δ by increasing it, decreasing it, or changing its sign and repeating the same steps until the
desired deviation Δ𝑑 is reached.

Fig 5 illustrates some of the conditions specified in Algorithm 2. This example, which searches for the optimal editing
step Δ𝑒 for editing the sex level of a mandrill face, starts from the sex level 𝑆0 of the original generated image, to reach
the sex level 𝑆𝑅 . In the first step, Δ1 corresponds to condition 𝐶 of the Alg. 2, for the second step Δ2 to condition 𝐵,
while for the third step Δ3 to condition𝐴 and finally Δ4 to the optimal Δ𝑒 . Note that for each step, the algorithm restarts
from 𝑆0.

Fig. 5. Example of the research of the optimal editing step Δ𝑒 for editing the sex level of a mandrill face. Starting from the sex level
𝑆0 of the original generated image, to reach the sex level 𝑆𝑅 , in the first step, Δ1 corresponds to condition𝐶 of the Alg. 2, for the
second step Δ2 to condition 𝐵, while for the third step Δ3 to condition 𝐴 and finally Δ4 to the optimal Δ𝑒 .

4 Experimental results

In this section, we present the results obtained with our proposed approach applied to real images of mandrill faces.
After presenting the database of mandrill images used in Section 4.1, we apply in Section 4.2 the developed method
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Algorithm 2 Optimal research of the editing step.
1: Input: Image 𝐼𝑜 ; Desired deviation Δ𝑑 ;
2: Step 𝑠 ; Threshold 𝑇 ; standard deviation 𝜎 ;
3: Output: Edited image 𝐼𝑒 ; Optimized deviation Δ𝑒 ;
4: if editingPossible(𝐼𝑜 ,Δ𝑑 ) then
5: // Original image sex level computation
6: 𝒗𝒐 ← encodeWithpSp(𝐼𝑜 ); 𝑆𝑜 ← projection(𝒗𝒐);
7: // Initialization
8: 𝑆𝑟 ← 𝑆𝑜 + Δ𝑑 ; Δ𝑒 ← Δ𝑑 ;
9: // Generation of the initial edited image
10: 𝒗𝒆 ← 𝒗𝒐 + Δ𝑒

−→𝒗 ;
11: 𝐼𝑒 ← decodeWithStyleGAN3-mandrill(𝒗𝒆);
12: // Initial edited image sex level computation
13: 𝒗𝒆 ← encodeWithpSp(𝐼𝑒 ); 𝑆𝑒 ← projection(𝒗𝒆);
14: while 𝑆𝑒 ≠ 𝑆𝑟 ±𝑇 × 𝜎 do
15: if 𝑆𝑟 > 𝑆𝑜 then
16: if 𝑆𝑒 > 𝑆𝑜 then
17: if 𝑆𝑒 > 𝑆𝑟 then
18: Δ𝑒 ← Δ𝑒 − Δ𝑒/𝑠 // Condition A
19: else
20: Δ𝑒 ← Δ𝑒 + Δ𝑒/𝑠 // Condition B
21: end if
22: else
23: Δ𝑒 ← |Δ𝑒 | + |Δ𝑒 |/𝑠 // Condition C
24: end if
25: else
26: if 𝑆𝑒 < 𝑆𝑜 then
27: if 𝑆𝑒 > 𝑆𝑟 then
28: Δ𝑒 ← Δ𝑒 + Δ𝑒/𝑠 // Condition D
29: else
30: Δ𝑒 ← Δ𝑒 − Δ𝑒/𝑠 // Condition E
31: end if
32: else
33: Δ𝑒 ← −|Δ𝑒 | + Δ𝑒/𝑠 // Condition F
34: end if
35: end if
36: // Generation of the current edited image
37: 𝒗𝒆 ← 𝒗𝒐 + Δ𝑒

−→𝒗 ;
38: 𝐼𝑒 ← decodeWithStyleGAN3-mandrill(𝒗𝒆);
39: // Current edited image sex level computation
40: 𝒗𝒆 ← encodeWithpSp(𝐼𝑒 ); 𝑆𝑒 ← projection(𝒗𝒆);
41: end while
42: return 𝐼𝑒 and Δ𝑒
43: else
44: return Edition not possible
45: end if
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Generation and Editing of Mandrill Faces: Application to Sex Editing and Assessment 11

to two examples, an image of a male mandrill and an image of a female mandrill, carefully detailing all the steps. We
then show the results of the method on various examples in Section 4.3, before discussing some unexpected results and
taking a step back from our work in Section 4.4.

Fig. 6. Mandrill #20230104_id203(2): a) In its environment, b) Cropped and straightened image of its face

Fig. 7. Mandrill #20230104_id205(5): a) In its environment, b) Cropped and straightened image of its face.

#20191028_id102_femadu_(1) #20220629_id214_(2) #20220701_id21 #20220709_id41

a)

b)

Fig. 8. Comparison between: a) Real mandrill faces from the MFD database [39], and b) Synthetic non-existing mandrill faces
generated from StyleGAN3-mandrill
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4.1 The Mandrillus Face Database [41]

The Mandrillus Face Database (MFD) [41] is one of the largest non-human animal face databases, as it contains 29495
images, representing 397 various mandrills, from pictures taken over a period of 10 years. The images were taken by
volunteers following a group of mandrills through a rainforest in the Lékédi Park and its surroundings, in southern
Gabon (near to the village of Bakoumba).

As shown in Fig. 6 and Fig. 7, from a full picture of a mandrill in its natural rainforest environment, the mandrill
faces are manually aligned and cropped. Images are first manually oriented to align the pupils of the eyes horizontally,
and then centered and cropped to keep only the face, the neck and ears are then removed.

In our work, to train our machine learning algorithms, we use a database subset corresponding to good or high
quality images of 4820 adult male and 13538 female mandrill faces, making a total of 18358 images. Good quality and
high quality images correspond to “Quality 2” and “Quality 3” images respectively in the MFD database [41].

4.2 Detailed examples, from real mandrill faces to edited generated mandril faces

In this section, we detail the experimental results we obtained by our proposed method. First, the training step of the
developped StyleGAN3-mandrill takes 110 epochs, freezing 11 layers, i.e. keeping the pre-trained StyleGAN3 weights
on FFHQ (human faces) for the first 11 layers of the GAN generator. Before this training, we have a 𝐹𝐼𝐷 = 266.26,
calculated between synthetic images generated by StyleGAN3 and real images of the MFD database subset. We stop our
training when the images generated by the StyleGAN3-mandrill are visually plausible, as shown in Fig. 8, and the FID
no longer appears to be decreasing. At the end of training, the FID is 3.65. In Fig. 8.a we show four real mandrill faces
from the MFD database [39] while in Fig. 8.b we illustrate four synthetic mandrill faces, that is faces of mandrills that
do not exist, generated from StyleGAN3-mandrill. These synthetic images are generated from a random latent vector
of a size 512, the number of dimensions of the space𝑊 . These synthetic mandrill faces, Fig. 8.b, have been shown to
experts and they were not able to distinguish the synthetic from the real.

(a) (b)

Fig. 9. Male mandrill face #ID-57_20150517(13) [41]: a) Real image, b) Synthetic image generated from (a) encoded with pSp-mandrill
then decoded with StyleGAN3-mandrill, with a sex level 𝑆𝑜 = 0.59.

From a real image of a mandrill face, we can then generate its corresponding synthetic image with an encoding based
on pSp-mandrill followed by a decoding with StyleGAN3-mandrill as presented in Section 3.2. Remember, face editing
cannot be applied to a real image, but only to a generated one, in order to edit its latent vector. Fig. 9 illustrates the
generation of a synthetic mandrill face from an image of a real mandrill face. From the real image of the male mandrill
face #ID-57_20150517(13) [41] shown in Fig. 9.a, we can generate the corresponding synthetic image, shown in Fig. 9.b,
Manuscript submitted to ACM
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Fig. 10. Distribution of the real mandrill faces from the MFD database subset [39] projected on the sex axis, with the positions of the
sex level means (𝜇𝐹 = −5.70 and 𝜇𝑀 = −0.96) and the upper and lower bounds (between [-8.40, -2.99] for females and between [-3.72,
1.81] for males)

.

𝑆𝑟 = −3.35 𝑆𝑟 = −2.66 𝑆𝑟 = −1.97 𝑆𝑟 = −1.28
𝑆𝑒 = −3.44, 𝑖 = 11 𝑆𝑒 = −2.78, 𝑖 = 5 𝑆𝑒 = −1.99, 𝑖 = 5 𝑆𝑒 = −1.39, 𝑖 = 6

(a) (b) (c) (d)

𝑆𝑜 = 0.59 𝑆𝑟 = 0.10 𝑆𝑟 = 0.79 𝑆𝑟 = 1.49
Original 𝑆𝑒 = 0.02, 𝑖 = 5 𝑆𝑒 = 0.87, 𝑖 = 5 𝑆𝑒 = 1.57, 𝑖 = 9

(e) (f) (g) (h)

Fig. 11. Editing of the male mandrill face #-57_20150517(13) [41] from the generated image illustrated Fig. 9.b : a) Edited generated
image with a sex level 𝑆𝑒 = 𝑆𝑜 − 2𝜎𝑀 = −3.44, b) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 1.5𝜎𝑀 = −2.78, c) Edited
generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 𝜎𝑀 = − − 1.99, d)Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 0.5𝜎𝑀 = −1.28, e)
Original encoded image (Fig. 9.b) with a sex level 𝑆𝑜 = 0.59, f) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 + 0.5𝜎𝑀 = 0.02, g)
Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 + 𝜎𝑀 = 0.81, h) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 + 1.5𝜎𝑀 = 1.57. For
each image, 𝑖 is the number of iterations in Algorithm 2 to obtain the desired deviation Δ𝑑 .
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14 Dibot et al.

which has been encoded with pSp-mandrill to obtain its latent vector in the space𝑊 +, with a size 18 times larger than
that of the space𝑊 (size of 9216), and decoded with StyleGAN3-mandrill to visualize it. In the generated image Fig. 9.b,
we can see that the branch under the nose of the mandrill disappears during this process, and that colors and shadows
are slightly modified. This is because the encoder positions the image in the space𝑊 +, according to the distribution of
features found in the MFD database subset and learned by StyleGAN3-mandrill. As the features of an atypical object
like a branch are poorly represented in this distribution, such features disappear during the encoding step. Note that
the decoded image has not been modified in any way. To improve the preservation of shadows and colors, a histogram
specification step could be implemented. After the projection on the sex axis, the sex level of this generated mandrill
face image, is determined as sex level 𝑆𝑜 = 0.59.

As shown in Fig. 10, all the images used in the MFD database subset are encoded with pSp-mandrill and projected
onto the sex axis. This allows us to obtain the distribution of their sex level on this axis. For the projection, as assumed
in Section 3.4, the sex axis is the same for both males and females. Even with this assumption, we can see on Fig. 10
that the two distributions are relatively easy to seperate, and that on this axis, the sex levels for females are generally
lower than those for males. Indeed, for the female distribution, from 13538 female mandrill faces, the mean sex level is
𝜇𝐹 = −5.70, with a standard deviation of 𝜎𝐹 = 1.35, while for the male distribution, from 4820 images, the mean sex
level is 𝜇𝑀 = −0.96, with a standard deviation is 𝜎𝑀 = 1.38.

Fig. 12. Sex level editing as a function of the obtained sex levels after decoding and re-encoding for the image #-57_20150517(13)
shown Fig. 11.

In the rest of this section we present the results obtained at the different steps of editing real images of mandrill faces,
with two examples, one of a male and one of a female. Images are then edited at the desired deviation Δ𝑑 . In Fig. 11
we illustrate an example with the male mandrill face generated and illustrated in Fig. 9.b. From this generated male
mandrill face, illustrated in Fig. 11.e. we choose deviations Δ𝑒 = −2𝜎 , in Fig. 11.a, Δ𝑒 = −1.5𝜎 , in Fig. 11.b, Δ𝑒 = −𝜎 , in
Fig. 11.c, Δ𝑒 = −0.5𝜎 , in Fig. 11.d, Δ𝑒 = 0.5𝜎 , in Fig. 11.f, Δ𝑒 = 𝜎 , in Fig. 11.g, and Δ𝑒 = 1.5𝜎 , in Fig. 11.h. Note, that
based on the conditions presented in Algorithm 1, it is not possible to go as far as Δ𝑒 = −2.5𝜎 or Δ𝑒 = 2𝜎 in order not
to exceed the bounds of 2𝜎 around the mean sex level 𝜇𝑀 .

To obtain the edited images shown in Fig. 11 with the optimized deviation Δ𝑒 , we used Algorithm 2. Experimentally,
we set the value of the threshold 𝑇 = 0.1. This threshold 𝑇 is multiplied by the standard deviation in the algorithm,
Manuscript submitted to ACM
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giving a value of 0.138. This value guarantees visual accuracy, knowing that a greater precision would be useless as it
would be imperceptible to the naked eye, even for experts. What’s more, the relationship between the sex levels of the
edited images and the sex levels of the same images decoded and then re-encoded is not monotonic on a scale smaller
than 𝑇 = 0.1. Consequently, decreasing the value of threshold 𝑇 would have no impact on accuracy. We set the value of
the step size 𝑆 = 7, which means that fewer iterations are needed than with a higher value of 𝑆 , while avoiding diverging
out of the solution space, which would have been the case with a lower value of 𝑆 . For the editing, shown in Fig. 11,
the number of iterations of Algorithm 2 varies from 5 to 11 with these parameter values. By using Algorithm 2, the
first value of the deviation Δ𝑒 before optimization corresponds to the desired editing. There seems to be a monotonic
correlation between this edition and the value corresponding to what we obtain after optimization, as can be seen in
Fig. 12 with several editing values. In Fig. 12, for the image #-57_20150517(13) shown in Fig. 11, we can see that for a
range between −2𝜎 and 1.5𝜎 for the sex level editing, we obtain values for the sex level editing after decoding then
re-encoding in a range between −6 and 1. Note that visually, the increased masculinity of an image corresponds to
more pronounced features, more contrasting colors, a more elongated face and a redder nose, as shown in Fig. 11.

(a) (b)

Fig. 13. Female mandrill face #20210325_id221_femadu [41]: a) Real image, b) Synthetic image generated from (a) encoded with
pSp-mandrill then decoded with StyleGAN3-mandrill, with a sex level 𝑆𝑜 = −5.70.

Similarly, as illustrated in Fig. 13, we have encoded an image of the female mandrill face#20210325_id221_femadu,
Fig. 13.a, and then encoded with pSp-mandrill then decoded it, Fig. 13.b, in the same way as the male mandrill example.
From the real image of the female mandrill face Fig. 13.a, note that the encoding, illustrated Fig. 13.b modifies the
inclination of the head and makes the eyes rounder. this is again a result of feature normalization as observed with the
example illustrated Fig. 9. 9.

As shown in Fig. 14, the generated female mandrill face Fig. 13.b is also edited with Algorithm 2 according to the
corresponding step range for a female. In order not to exceed 2𝜎 around the mean sex level 𝜇𝐹 , the editing is within a
range of -2 to +1.5𝜎 . As with the male mandrill faces, overall, there seems to be a monotonic correlation between this
editing and the value corresponding to what we obtain after optimization, as can be seen in Fig. 15 with several editing
values. (with a small exception between 0 and 0.5𝜎). Visually, a more feminine face is rounder in shape, with lighter
colors and proportionaly larger eyes.

4.3 Additional examples from the MFD database subset

The results presented in Section 4.2 can be applied to any mandrill face image. In this section, we present the pSp-
mandrill encoding and editing obtained for 4 images of male mandrill faces, as shown in Fig. 16, and 4 images of
female mandrill faces, as shown in Fig. 17, illustrating several examples of positive and negative deviation step size,
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𝑆𝑟 = −8.40 𝑆𝑟 = −7.72 𝑆𝑟 = −7.05 𝑆𝑟 = −6.37
𝑆𝑒 = −8.33, 𝑖 = 8 𝑆𝑒 = −7.70, 𝑖 = 6 𝑆𝑒 = −6.93, 𝑖 = 3 𝑆𝑒 = −6.47, 𝑖 = 2

(a) (b) (c) (d)

𝑆𝑜 = −5.70 𝑆𝑟 = −5.02 𝑆𝑟 = −4.34 𝑆𝑟 = −3.67
Original 𝑆𝑒 = −5.10, 𝑖 = 5 𝑆𝑒 = −4.25, 𝑖 = 6 𝑆𝑒 = −3.56, 𝑖 = 4

(e) (f) (g) (h)

Fig. 14. Editing of the female mandrill face #20210325_id221_femadu [41] from the generated image illustrated Fig. 9.b : a) Edited
generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 2𝜎𝑀 = −8.33, b) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 1.5𝜎𝑀 = −7.72, c)
Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 𝜎𝑀 = −6.93, d) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 − 0.5𝜎𝑀 = −6.47,
e) Original encoded image (Fig. 13.b) with a sex level 𝑆𝑜 = −5.70, f) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 + 0.5𝜎𝑀 = −5.10,
g) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 +𝜎𝑀 = −4.25, h) Edited generated image with a sex level 𝑆𝑒 = 𝑆𝑜 +1.5𝜎𝑀 = −3.56.

Fig. 15. Sex level editing as a function of the obtained sex levels after decoding and re-encoding for the image #20210325_id221_femadu
shown Fig. 14.

within the bounds 𝜇 ± 2𝜎 . Note that an original image can still be edited if its sex level is outside the bounds, as in the
case of the image #20210130_id62_malsub(4), Fig. 16, whose original sex level of −3.84 is below the minimum male
sex level limit of 𝜇 − 2𝜎 = −3.72. In this case, editing can only be done by increasing the sex level. For the image
Manuscript submitted to ACM
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#20210130_id62_malsub(4), Fig. 16, the edited image 1 is obtained by increasing the sex level of 1.5𝜎 and the edited
image 2 of 3𝜎 . It can be seen that for editions close to the upper limit of +2𝜎 for females and lower limit of -2𝜎 for males,
the sex of the mandrills is ambiguous, which is expected as this corresponds to the area of overlap between the two
distributions on the sex axis.

Real image Encoded image Edited image 1 Edited image 2

#20180409_id103_malado(17) 𝑆𝑜 = −3.38 𝑆𝑟 = −4.76 (-1𝜎) 𝑆𝑟 = −1.99 (+1𝜎)
𝑆𝑒 = −4.82, 𝑖 = 1 𝑆𝑒 = −1.86, 𝑖 = 6

#20181008_id152_maladuCENTRE(12) 𝑆𝑜 = 0.92 𝑆𝑟 = −1.85 (-2𝜎) 𝑆𝑟 = −0.46 (-1𝜎)
𝑆𝑒 = −1.75, 𝑖 = 3 𝑆𝑒 = −0.44, 𝑖 = 2

#20210130_id62_malsub(4) 𝑆𝑜 = −3.84 𝑆𝑟 = −1.77 (+1.5𝜎) 𝑆𝑟 = 0.31 (+3𝜎)
𝑆𝑒 = −1.84, 𝑖 = 3 𝑆𝑒 = 0.39, 𝑖 = 9

#20220717_id167_(2) 𝑆𝑜 = 0.21 𝑆𝑟 = −3.25 (-2.5𝜎) 𝑆𝑟 = 1.59 (+1𝜎)
𝑆𝑒 = −3.35, 𝑖 = 8 𝑆𝑒 = 1.51, 𝑖 = 1

Fig. 16. Examples of encoded and edited male mandrill face images: The first column is the original image from the MFD database;
The second column is the image encoded with pSp-mandrill; The third and fourth columns are edited images with different editing
values, the first being the least masculine and the second the most masculine.
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Real image Encoded image Edited image 1 Edited image 2

#20211219_id174_femadu 𝑆𝑜 = −5.02 𝑆𝑟 = −7.72 (-2𝜎) 𝑆𝑟 = −2.32 (+2𝜎)
𝑆𝑒 = −7.66, 𝑖 = 10 𝑆𝑒 = −2.23, 𝑖 = 4

#20220426_id228_femadu(1) 𝑆𝑜 = −6.86 𝑆𝑟 = −2.81 (+3𝜎) 𝑆𝑟 = −8.21 (-1𝜎)
𝑆𝑒 = −2.91, 𝑖 = 10 𝑆𝑒 = −8.16, 𝑖 = 11

#20220701_id199_femadu(3) 𝑆𝑜 = −7.92 𝑆𝑟 = −5.22 (+2𝜎) 𝑆𝑟 = −2.52 (+4𝜎)
𝑆𝑒 = −5.10, 𝑖 = 7 𝑆𝑒 = −2.62, 𝑖 = 3

#20220701_id220_femadu 𝑆𝑜 = −8.28 𝑆𝑟 = −5.58 (+2𝜎) 𝑆𝑟 = −3.55 (+3.5𝜎)
𝑆𝑒 = −5.69, 𝑖 = 7 𝑆𝑒 = −3.64, 𝑖 = 4

Fig. 17. Examples of encoded and edited female mandrill face images: The first column is the original image from the MFD database;
The second column is the image encoded with pSp-mandrill; The third and fourth columns are edited images with different editing
values, the first being the most feminine and the second the least feminine.

Fig. 18 shows the relationships of the sex levels before the decoding-re-encoding step as a function of sex levels
obtained after the decoding-re-encoding step, for all the editing performed and illustrated in Fig. 11, Fig. 14, Fig. 16 and
Fig. 17. We observe an almost monotonic increasing relationship between the two axes, although this is not strictly the
case everywhere, which justifies the conditions 𝐶 and 𝐹 of Algorithm 2, where the Δ𝑒 optimization can be decreasing.
Manuscript submitted to ACM
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However, there is a visual tendency towards a linear or logit relationship between the two axes. Thus, estimating the
first value of Δ𝑒 with a predictive model adapted to these points is an area for improvement to reduce the number
of iterations of Algorithm 2. However, note that because convergence was reached very quickly (in a few iterations)
with our approach, it is not sure that such an analytic approach is worthwhile. It can also be seen that females have
predominantly smaller sex level values than males, which corresponds well to the distribution of real images projected
on the axis.

Fig. 18. Sex level editing as a function of the obtained sex levels after decoding and re-encoding for all the editing performed and
illustrated Fig. 11, Fig. 14, Fig. 16 and Fig. 17.

4.4 Discussion

In this section, we propose to discuss some of the results obtained, which present some particular aspects. First of all,
we have chosen to limit ourselves to bounds of +2𝜎 and -2𝜎 around the sex level averages of each sex when editing the
images. Indeed, generative AI models are generally good at interpolating between images in the training database, but
poor at extrapolating beyond this data. For example as shown in Fig. 19, with an editing reaching +4𝜎 from the male
mean, the image of the edited mandrill face shows artifacts that make it unrealistic. However, experts accustomed to
observing mandrills have confirmed the plausibility of these types of editing, when they remain between bounds.

In addition, behavioral and non-visual features seem to emerge from the editing. In some cases, the more masculine
an image is edited, the more the mandrill’s mouth is open, as shown in the last column of Fig. 16, in particular for the
second and the fourth examples. This may be explained by the fact that male mandrills in the MFD database are more
aggressive and open their mouths to scream. In other cases, the more feminine an image is edited, the more the mandrill
turns its head away. Indeed, female mandrills are more fearful and turn their heads when a photo is taken to run away.

It is also noticeable that the background of the images behind the mandrills is slightly modified by the editing process.
This shows that the StyleGAN3-mandrill’s space𝑊 + does not allow perfect disentanglement of the gender variable.
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Fig. 19. Editing out of bounds of the face of the mandrill #20150517_id57_maladu_(13), showing some artefacts.

Some work [3] suggests that editing in a different GAN space, called S-space, could improve this, which is a direction
for future improvement.

Beyond results, the method itself presents some points to discuss. While the sex axis is calculated in the space𝑊 ,
editing is performed in the space𝑊 +, duplicating the axis 18 times. This can lead to some inaccuracy, with editing in
certain dimensions that do not correspond precisely to the sex, but more to the age, for example. This probably explains
the need to optimize the editing level with Algorithm 2. One way of improving this would be to train the SVM directly
in the space𝑊 +, by re-encoding in the space𝑊 + the images generated from𝑊 and use them for training.

Fig. 20. Illustration showing the use of the proposed methods to conduct behavioral choice experiments with semi-captive mandrills
in Gabon. The aim is to determine whether sex level has an influence on mate choice.

The methods proposed in this paper aim to conduct behavioral choice experiments with semi-captive mandrills in
Gabon. The aim is to determine whether sex level has an influence on mate choice. To improve the attractiveness of
synthetic mandrill images for real mandrills, we animated the images by editing them according to head orientation,
thus creating a video of a mandrill moving its head from left to right. As shown in Fig. 20, two images of mandrill faces
of the same individual are presented to a mandrill of the opposite sex, on two juxtaposed screens. Using various sensors,
including cameras, we then measure which screen attracts the observed mandrill the most. These approaches could be
Manuscript submitted to ACM
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applied in many different ways. We could go even further by exploiting the potential of GAN to improve the quality of
the images generated [1].

5 Conclusion

In this paper, we presented a GenAI-based framework for generating, editing and assessing images of mandrill faces
based on their sex. More precisely, we used a StyleGAN3 trained on a database of thousands of real mandrill images,
StyleGAN3-mandrill, to generate synthetic images of these primates, coupled with an encoder trained on this same
database, pSp-mandrill, to encode the real images in a latent space close to that of the trained GAN. We succeeded
in finding a sex axis on these two spaces (𝑊 and𝑊 +) to edit the images in order to change their sex level and thus,
make them more or less feminine or masculine. In addition, we proposed a method for assessing this editing through
statistics of the distribution of real images in the database on the sex axis. Our approach not only shows the potential of
the StyleGAN3-based framework in animal image manipulation, but also helps scientists working with visual stimuli to
design stimuli with controlled variation for psychological and behavioral experiments with both humans and animals.

This work has also revealed several limitations of the GenAI-based approach, such as an imperfect disentanglement
of the features of interest, which will be the focus of features research. This work would also be enhanced if applied
to other animal species, included humans, which would nevertheless require a database on the same scale as that for
mandrills.
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[128] : Tieo et al. (2023), «Social and
sexual consequences of facial femininity
in a non-human primate»

Le deuxième chapitre de cette thèse s’appuie sur le développement mé-
thodologique réalisé dans le premier chapitre pour tester une hypothèse
de préférence des mandrills mâles pour les femelles les moins féminines,
basée sur des travaux récents [128].

Ainsi, nous avons montré à des mandrills mâles semi-captifs des paires
d’images générées artificiellement de visages demandrills femelles variant
uniquement selon le paramètre de féminité conçu et décrit dans le chapitre
précédent.

Après avoir mesuré le temps d’observation respectif pour chacune des
images de la paire, nous avons validé l’hypothèse.
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Abstract 10

While in humans, the most feminine female faces are considered more attract- 11

ive than the least feminine, recent research has shown that in mandrills, Mandrillus 12

sphinx, a West African primate species, it’s the opposite. However, previous evidence 13

comes from the study of a wild population, based on correlative analyses, which pre- 14

vents the exclusion of confounding factors. Here, we propose to leverage the power 15

of generative artificial intelligence by experimentally testing the attractiveness of fe- 16

male mandrill faces to males. By generating images of synthetic faces, edited along 17

a femininity axis using the StyleGAN3 generative model, we show that less feminine 18

female mandrills are indeed preferred. This work provides the first experimental val- 19

idation that male preference for feminity is not universal and can be reversed in some 20

species, but also demonstrates the potential of recent developments in Generative 21

AI to better understand animals’ visual communication. 22

Keywords: mandrills, femininity, attractivity, socio-sexual behavior, mate choice, 23

faces, generative artificial intelligence, StyleGAN3, editing, experimental approach. 24

1. Introduction 25

In human, facial feminity, the property to be representative of the “female” perceptual 26

category (Fraccaro et al., 2010; Perrett et al., 1998; Rhodes et al., 2003) is a major 27

determinant of sexual preferences. It is notably a key element of attractiveness, and thus 28

is associated with a greater number of sexual partners (Rhodes et al., 2005). There are 29

two possible explanations for the preference for feminine faces. Either femininity is a 30

perceptual construct that makes it easy to identify traits beneficial to reproduction, or 31

1



it is a by-product of a general attraction to prototypes, the average representatives of a 32

category. Indeed, beyond faces, people are attracted to all kinds of prototypes (animals, 33

objects, etc.). As in humans, both hypotheses predict the same optimum, i.e. a preference 34

by men for feminine women, identifying the relative contribution of the two underlying 35

mechanisms has so far remained challenging , and supporters of each hypothesis continue 36

to debate in the literature (Jokela, 2009; Little et al., 2014) . 37

However, a recent study on mandrill identified an inverse relationship between pref- 38

erence and femininity. Less feminine females were more approached and aggressed by 39

individuals of both sexes, and received more copulation from males (Tieo, Dezeure et al., 40

2023). The preference for femininity would have been reversed, as in this species it would 41

be beneficial for females to have masculine traits. This result would suggest that the pref- 42

erence for feminine faces is not universal, and therefore probably not a perceptual bias, 43

but rather an adaptation shaped and shapable according to the ecology of the species. 44

The work that produced this result was nevertheless based on correlative studies car- 45

ried out on a wild population. This type of approach makes it difficult to identify con- 46

founding factors and control them. Thus, it is not possible to isolate a single explanatory 47

variable from the results. The correlative approach cannot therefore prove the causality 48

of a relationship. To do so, we need to resort to experimentation, which requires manipu- 49

lating the femininity of faces. To generate images of faces varying specifically in feminity, 50

morphing techniques using traditional portraits (Bousquet & Kaminski, 2022; Nila et al., 51

2019; Rowland & Perrett, 1995) is a widespread solution in human studies. However, 52

morphing is unable to capture all the variables that can influence femininity. 53

Thanks to the recent advances in generative artificial intelligence, it is now possible to 54

create highly realistic synthetic stimuli (Karras et al., 2021), but also to manipulate them 55

along a specific axis of variation that is decorrelated from the other variables (Bermano 56

et al., 2022). One of the best models that can achieve such disentanglement between 57

axes of variation is StyleGAN3 (Karras et al., 2021). GANs are a class of generative AI 58

model where one neural network, called the generator, tries to synthesize the most realistic 59

images possible, and another network, the discriminator, tries to differentiate real images 60

from those of the generator. These two networks are optimized simultaneously in a kind of 61

"arms race". StyleGAN is a type of GAN architecture that enables particularly realistic 62

images to be produced, especially of faces, because a third neural network is connected 63

to the generator and is specialized in detecting the style characteristics of images. 64

In this work, we carry out an experiment with captive male mandrills who are shown 65

pairs of female face images varying only in degree of femininity, thanks to StyleGAN3. It 66

is hypothesized that mandrills will look more at the less feminine images of the pairs, and 67

that the greater the difference in femininity, the greater the difference in looking time. 68
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2. Materials and methods 69

The aim of this study is to investigate the influence of femininity via choice tests between 70

two portraits of the same female mandrill modified along a femininity axis. In section 71

2.1, we explain how we constructed these synthetic stimuli, then in 2.2 describe how we 72

designed our experiment, and in 2.3 show how we analyzed the results. 73

2.1 Generation of stimuli 74

2.1.1 Images of real faces 75

For study, we used the Mandrillus Face Database (MFD), a database of photographic 76

portraits of mandrills created by the Mandrillus Project, a long-term monitoring project 77

of a population of wild mandrills habituated to human presence in southeastern Gabon. 78

MFD includes 29,395 portrait photographs of 397 different male and female mandrills 79

(Tieo, Restrepo-Ortiz et al., 2023). Portrait photographs have been taken by field assist- 80

ants using a camera and a long focal lens, and have been then manually processed to align 81

the eyes horizontally and cropped to keep a square centered on the head. Each image is 82

annotated with the date of shooting, the individual’s identity, its sex and date of birth, 83

as well as two variables describing the image quality (score ranging from 0 to 3) and the 84

orientation of the individual’s head (frontal or profile view). This database is in open 85

access. For our work, we analyzed a subset of 18,358 photos, retaining only good-quality 86

images (i.e. discarding image quality score 0) of adult individuals (i.e. aged 9 years and 87

above) in frontal view. 88

2.1.2 Images of synthetic faces 89

(a) (b) (c)

Figure 1: example editing of an image with our method, more feminine on the left (a),
unedited on the middle (b) less feminine (i.e more masculine) on the right (c)

The details of the method is described in a dedicated methodological article (Dibot 90

et al., in prep). Briefly, a Generative Adversarial Network (GAN) (Goodfellow et al., 91

2014) was first trained to produce synthetic images of mandrill faces from the database 92

mentioned in the previous section. We used a GAN architecture, StyleGAN3, which is 93
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particularly effective for creating realistic synthetic images , but also for creating latent 94

feature spaces that linearize descriptive variables of interest in the images. The network 95

was trained using the weights of a model pre-trained on human faces. The trained model 96

was used to generate 100,000 synthetic faces, that is, realistic faces of mandrills that do 97

not exist. Each synthetic image is associated with a latent vector, i.e. its coordinates in 98

the latent space of the GAN. 99

Next, we trained a convolutional neural network (CNN) to classify images of the MFD 100

database according to the sex and used this CNN to classify the synthetic images according 101

to their sex. We then trained a Support Vector Machine (SVM) to separate the images 102

of males and females in the GAN latent space. We then calculated the sex editing vector 103

as a vector perpendicular to the support vectors. Thus, by translating an image along 104

this vector in the latent space, we were able to increase or decrease the femininity of the 105

depicted face, independently of other variables: we call this manipulation editing. 106

Finally, in order to control the magnitude of the editing in the latent space, we projec- 107

ted all the images of real faces available in MFD onto the sex editing vector. To do so, we 108

trained an encoder (Richardson et al., 2021) specifically designed to project real images 109

into the StyleGAN3’s latent space. Knowing the distribution of real faces along the sex 110

editing vector, we were able to edit synthetic images along a range of feminity values that 111

are biologically realistic, empirically determined to +2 or -2 standard deviations around 112

the mean, for males and females respectively. 113

The femininity values obtained on this axis are called "sex levels", and are to be 114

interpreted relatively to each other, or with regard to the distribution of real images, 115

since their score in absolute terms has no particular meaning. The higher the sex level, 116

the more masculine the face, the lower the sex level, the more feminine the face (Cf. 117

Fig. 1). 118

2.1.3 Validation by experts 119

To validate our editing of feminity, we asked 10 experts to carry out a pairwise choice 120

test. The experts were Gabonese or French field assistants or researchers working for the 121

Mandrillus Project, selected for their ability to recognize mandrills individually. Each 122

expert was asked to select the most feminine face in each of 100 pairs of portrait images. 123

To avoid bias in relation to the experts’ perception of the term "femininity", the exact 124

question twas "Click on the mandrill that looks most like a female" (original sentence in 125

French: “Cliquez sur le mandrill qui ’fait le plus femelle’). The images of a given pair 126

displayed the same face varying only in its sex level. Pairs were created by randomly 127

sampling images from a set of 31 female images, created from 5 real images. edited by 128

increasing and decreasing their sex level. 129

We then calculated a score for each of the 31 images, using the Elo score method 130

(Goodspeed, 2017), originally designed to rank chess players according to their won or 131

lost games and the level of their opponents. Here, we consider each image as a player and 132
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each pair presented to the same expert as a match. 133

Finally, we calculated the Spearman correlation coefficient between sex levels (which 134

do not follow a normal distribution) and Elo scores, to assess the extent to which editing 135

for sex with our method was correlated with experts’ perception of femininity. 136

2.2 Looking time experiments 137

2.2.1 Experimental population 138

We carried the experiment with the semi-captive mandrills of the Centre International de 139

Recherches Médicales de Franceville (CIRMF) in Gabon. The advantage of working with 140

these animals is firstly to have an environment conducive to experiments under controlled 141

conditions, and secondly to avoid a familiarity bias between the stimuli and the wild 142

mandrill population of the Mandrillus Project. 143

These individuals come from a population captured in the wild in the 80s, and are 144

divided into 3 independent enclosures (enclosures 1, 2 and 3). An enclosure consists 145

of a fragment of rainforest, spanning several hectares, where around sixty individuals 146

live. The animals are fed daily in cages on the periphery of the enclosures, so that 147

they are accustomed to entering these enclosed spaces where the experiments are carried 148

out. However, outside the feeding period, they do not enter the cages and remain in the 149

forest. Each cage is made up of two parts: one where the individuals can enter from the 150

enclosure, the feeding room, and a second where they can only enter from the first part, 151

the experiment room. The openings between the cages and the enclosure can be managed 152

from the outside. Enclosure 1 has a single cage. Enclosures 2 and 3 have a common cage 153

at the boundary between the two enclosures, but Enclosure 2 also has a second cage of 154

its own (see a plan in S3). 155

In our work, we are specifically interested in adult male mandrills. We carried out 156

these experiments with 23 individuals: 11 in enclosure 1, 11 in enclosure 2 and 1 in 157

enclosure 3. The ages of the captured mandrills ranged from 9 to 22 years (mean: 13.7 158

years), as mandrills are considered adults between 9 and 10 years of age (Setchell et al., 159

2005). Some individuals were tested several times. 160

2.2.2 Experimental design 161

The experiments are carried out at feeding time in the morning. Individuals enter to feed 162

in the first part of the cages, the feeding room, where a large amount of fruit has been 163

placed. One individual is isolated in the second part, the experiment room, to carry out 164

the experiment. A video describes this in S1. Four bananas are scattered on the floor to 165

attract the individual and encourage him to roam the space. 166

Two Samsung U32J590UQP - UJ59 Series 4K 32" screens are positioned on one side 167

of the cage in wooden and Plexiglas boxes (Cf. Fig. 2) to display a pair of stimuli of the 168

same size female image edited with two different femininity scores. As the screens are 169
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larger than the images, a gray background is positioned behind the images. The shade of 170

gray avoids the mirror effect that would be caused by a black color. Two cameras were 171

positioned to record the tests. A Sony Handycam AX53 4K camera filmed the individuals 172

from the front (positioned between the two screens), and a GoPro HERO11 camera filmed 173

the individuals at 45° above the screens. 174

When an individual is isolated in the experiment room, we start a 20-minute session. 175

This session begins with 3 minutes of totally gray screen, to allow the individual to calm 176

down from the stress of being isolated. A first trial then begins, showing a pair of images 177

for 5 minutes. This is followed by 1 minute of gray screen, another 5 minutes of a new 178

pair, then one minute of gray screen, a third pair for 5 minutes and then the end of the 179

trial (Cf. Fig. 3). For each pair, the right or left screen projecting the more feminine face 180

is chosen randomly. 181

Figure 2: An experimental session A mandrill is in the cage with two screens showing
the same female, more masculine on the left and more feminine on the right.

In all, we carried out 46 sessions totalling 138 trials. From these, we excluded 28 trials 182

during which the tested mandrill did not look at either of the screens, or only looked at 183

one of the two screens. 184

Figure 3: chronological sequence of a session the numbers on the first line correspond
to the minutes of the session.
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2.2.3 Statistical analysis of experiments 185

We run a binomial general linear mixed model (Binomial GLMM) to test our hypotheses. 186

The response variable is a success/failure binomial, where success is the number of seconds 187

spent looking at the least feminine screen, and failure is the number of seconds spent 188

looking at the most feminine screen. 189

The variables tested are those that have a significant effect on the amount of time 190

mandrills spend looking at the screens, in addition to the sex level of the less feminine 191

image and the difference in sex level between the two images, which correspond directly 192

to our hypotheses. The individual effect is taken into account as a random effect. The 193

age status is "sub-adult" if the individual is between 9 and 10 years old, and "adult" if it 194

is over 10 years old. We also test the interaction effect between the sex level of the least 195

feminine image and the difference in sex level between the two images . 196

3. Results 197

3.1 Expert evaluation of our sex-level metric 198

We first evaluated the proposed editing method with mandrill experts. 199

The Spearman correlation coefficient between sex levels (the computed feminity) and 200

ELO scores (the empirically estimated feminity) was -0.56 (P=0.001)(Cf. Fig. 4). 201

A high sex level indicates a less feminine image, while a high ELO score indicates a 202

more feminine image, thereby explaining the negative relationship. 203

3.2 Descriptive statistics and explanatory analysis 204

Mandrills spent between 2 and 157 seconds looking at both screens during a trial, with 205

an average of 18.5 seconds. With a trial lasting 350 seconds, they spent on average 5.3% 206

of the time looking at the screens. 207

Concerning the individual effect, we performed a Dunn’s post-hoc test which identified 208

that one individual, #33C, looked significantly less at the screens than 3 other individuals: 209

#10F5H2, #12 and #12A5E (p < 0.05 in all 3 cases). There is no difference between the 210

observation times of all the other mandrills in pairs. Concerning age status, we specify 211

that we studied this in addition to age in year, as we had missing data for age in year 212

for 3 individuals. Regarding the cage effect, we performed a Dunn’s post-hoc test, which 213

identified that individuals in the cage of enclosure 1 looked significantly more at the 214

screens than those in the cage of enclosure 2, which is not shared with enclosure 3 (Cf. 215

Fig. 1). 216
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Figure 4: Scatter plot between Elo rating and sex level The line represents the
linear trend fitted using a linear regression model. The Spearman correlation coefficient
is ρ= - 0.56 (p < 0.05)

3.3 Binomial model 217

The results of the binomial model, after removing the interaction between the sex level of 218

the least feminine image and the difference in sex level between the two images, which was 219

not significant in a preliminary model, show that mandrills look more at screens showing 220

a less feminine mandrill female than at screens showing a more feminine mandrill female 221

(Cf. Fig. 5). In addition, the magnitude of the difference in sex level between the two 222

images also influences gaze time for more feminine faces. Finally, when the experiment 223

takes place in certain cages, the effect is also amplified. In contrast, the age status of the 224

individual had no influence Cf. Tab. 2). 225

4. Discussion 226

We tested the hypothesis of male mandrills’ attractiveness to less feminine females, with 227

a pairwise choice test. Males looked longer at the more feminine female faces in the pairs, 228

in line with our prediction. Beyond this result, we used an innovative approach based on 229

stimuli created with generative artificial intelligence. The results obtained demonstrate 230

the relevance of this approach, reinforcing results obtained with a population of wild 231

mandrills in previous work, but overcoming the limitations of this work. We also found 232

an effect of the intensity of the difference in femininity between the two images of the 233
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Variable Test (non-normal dis-
tributions)

p

sex level of the least femin-
ine screen

Spearman 0.09

laterality of the least fem-
inine screen

Wilcoxon-Mann-Whitney 0.32

sex level difference between
the two images

Spearman 0.20

original image of the pair Kruskall-Wallis 0.24
order of trial in the session Kruskall-Wallis 0.45
Individual identifier Kruskall-Wallis < 0.0005
Individual age in years Spearman 0.26
individual age status Wilcoxon-Mann-Whitney < 0.005
individual rank Kruskall-Wallis 0.25
number of sessions already
completed by the indi-
vidual

Kruskall-Wallis 0.17

cage where the test is car-
ried out

Kruskall-Wallis < 0.01

Table 1: Statistical tests carried out (second column) between the descriptive
variables of the experiments (first column) and the time spent by individuals
looking at the two screen images. All tests take into account that the variables
studied follow a non-normal distribution, previously tested with a Shapiro-Wilk test. A
p-value is indicated in red if significant and in black otherwise (third column).

Estimate Std. Error z value Pr (>|z|) significance
(Intercept) 0.13067 0.45669 0.286 0.77478 /
statut age (adult) -0.30962 0.22058 -1.404 0.16042 /
cage (1) 0.78934 0.25151 3.138 0.00170 **
cage (2) status
age (adult)

0.95832 0.17294 5.541 3e-08 ***

sex level differ-
ence between the
two images

0.14357 0.04813 2.983 0.00285 **

sex level of the
less feminine
screen

0.10674 0.04463 2.392 0.01677 *

Table 2: Results of the binomial general linear mixed model examining the
probability that a mandrill looks toward the less feminine face image The
modality tested is indicated in brackets for categorical variables. Signif. codes: 0 ‘***’
0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1

pair.. Furthermore, differences between different cages of the experimental set-up seem 234

to have an effect on the preference for less feminine females. 235
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Figure 5: Facial feminity score plotted against less feminine image looking time
Blue line represents the line of best fit, and the shaded region represents 95% confidence
intervals for this line.

4.1 Preference for less feminine females 236

We have thus seen that mandrills look longer at less feminine female mandrills than at 237

more feminine female mandrills. This result suggests a preference in this direction. This 238

preference might be explained by the fact that in mandrills, a less feminine female face 239

is perceived as an indicator of quality for males. This result is in line with other work 240

in mandrills (Tieo, Dezeure et al., 2023) but is the opposite to what is observed in other 241

primates, notably in humans, where males seem to prefer more feminine female faces in 242

most contexts. Nevertheless, in humans, this preference is not universal: more feminine 243

women are, for example, considered less trustworthy (Little et al., 2014). Thus, this 244

valence switch seems very much linked to the social context in which the preference is 245

expressed. Masculine traits could thus be advantageous for female mandrills, as they 246

would indicate a greater ability to protect children or appropriate resources in a conflict 247

context. 248

These results suggest that in the case of preferences according to femininity level, 249

an explanation based on a perceptual bias linked to a preference for prototypes is not 250

likely. While prototypes, the average representatives of a category, have been argued to 251

be preferred because they are easy to form a mental representation (Winkielman et al., 252

2006)of, this does not seem to be the case for female prototypes, i.e. the most feminine 253

mandrills. Nevertheless, one possible area to explore that could challenge this is the 254
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interaction between preference valence and fluency theory. Indeed, fluency could reinforce 255

negative valence, put another way, the easier a prototype would be to process, the more 256

negatively it would be judged (Ingendahl et al., n.d.). Thus, femininity would be judged 257

negatively and thus favor masculine traits in females. 258

4.2 Generative AI and experimental design 259

Our work has also made it possible to evaluate the value of an approach based on modifying 260

the femininity of faces using generative AI. The sex level derived from this modification is 261

valid, as it is confirmed by a correlation with a score derived from expert evaluation. The 262

correlation remains moderate (-0.56) but is significant and therefore sufficient to conclude 263

on the relevance of our evaluation. Experts are trained to recognize individual mandrills, 264

not to assess their sex. What’s more, they are used to seeing mandrills in the wild, where 265

the major difference between males and females is size, a particularly important difference 266

for this species. Males are 2 to 3 times larger and heavier than females (Setchell & Jean 267

Wickings, 2006). 268

We expected the magnitude of the difference between the two pair images to correlate 269

with longer observation time for the less feminine females. Our results show no such 270

correlation, which can be explained by two factors. Firstly, males may be able to differ- 271

entiate the level of femininity no matter how small, so even a slight difference is obvious. 272

Secondly, our experimental design may not be sufficiently adapted to test this. We could 273

imagine modifying it by testing two types of difference between pairs: one where the sex 274

levels are very different, another where the difference is very small. 275

The looking time paradigm on which our experimental approach is based has its lim- 276

itations (Winters et al., 2015)). The main one is that looking time indicates choice rather 277

than preference. These two concepts are not necessarily linked. For example, in another 278

fictitious context, a mandrill may have a preference for bananas rather than mangoes. 279

However, eating a banana could increase the risk of being attacked by another mandrill 280

who would steal his banana by beating him. So, faced with a banana and one, this 281

mandrill might choose the mango, even though it prefers bananas. 282

Finally, the results of the model show that the experiment room where the experiment 283

takes place, among 3 different rooms, has an importance. This can be explained by the 284

slightly different structure of these cages, impossible to control due to the constraints of 285

the research center where we carried out the experiments. Indeed, the cages were not 286

quite symmetrical, since on one side there was the enclosure with other mandrills that 287

could distract the test individual, and on the other, there was the empty feeding room 288

(Cf. S3). Although we randomized the side where the most feminine screen was located 289

in each trial, this may not have been sufficient. Nevertheless, we added this cage variable 290

to the model, allowing us to control it. 291
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Dans ce troisième chapitre, nous prenons du recul sur la capacité de
l’intelligence artificielle à mettre en évidence des préférences, en nous
intéressant à un paramètre d’attractivité autre que la féminité bien que
pouvant avoir des liens avec celle-ci : la beauté.

Nous avons pu voir dans l’introduction que l’IA pouvait selon certains
paramètres, servir de modèle de perception. Ici, nous utilisons un réseau
de neurones convolutif dans cette perspective.

Notre hypothèse est que la fluence neuronale est liée à la perception
de la beauté. Cette hypothèse est validée pour des sujets humains, en
s’appuyant sur des images de visages humains, mais aussi d’oeuvres d’art,
auxquelles sont associés des scores de beauté.
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Abstract

Generations of scientists have pursued the goal of defining beauty. While early scientists ini-

tially focused on objective criteria of beauty (‘feature-based aesthetics’), philosophers and

artists alike have since proposed that beauty arises from the interaction between the object

and the individual who perceives it. The aesthetic theory of fluency formalizes this idea of

interaction by proposing that beauty is determined by the efficiency of information process-

ing in the perceiver’s brain (‘processing-based aesthetics’), and that efficient processing

induces a positive aesthetic experience. The theory is supported by numerous psychologi-

cal results, however, to date there is no quantitative predictive model to test it on a large

scale. In this work, we propose to leverage the capacity of deep convolutional neural net-

works (DCNN) to model the processing of information in the brain by studying the link

between beauty and neuronal sparsity, a measure of information processing efficiency.

Whether analyzing pictures of faces, figurative or abstract art paintings, neuronal sparsity

explains up to 28% of variance in beauty scores, and up to 47% when combined with a fea-

ture-based metric. However, we also found that sparsity is either positively or negatively cor-

related with beauty across the multiple layers of the DCNN. Our quantitative model stresses

the importance of considering how information is processed, in addition to the content of

that information, when predicting beauty, but also suggests an unexpectedly complex rela-

tionship between fluency and beauty.

Author summary

Developing good predictive models of beauty requires understanding what happens in the

brain when we find a person or an artwork beautiful. Recent theories in psychology

emphasize the importance of considering how the brain processes features, in addition to

the features themselves. Features that are efficiently processed by the brain, such as sym-

metry, fractality, or naturalness are generally perceived as visually attractive. In this study,
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we leveraged the capacity of artificial intelligence to model information processing in the

human brain, to evaluate how the beauty of human faces and artistic paintings can be pre-

dicted from the efficiency of the neural code. Our results show that the efficiency of infor-

mation processing can explain approximately one-third of the perception of beauty and

emphasize the importance of considering how information is processed when investigat-

ing beauty. Additionally, our use of artificial intelligence demonstrates the potential of

this technology to help better understand complex human behaviors.

Introduction

Understanding and predicting beauty has been a goal of humans for thousands of years. Early

studies of beauty aimed to identify characteristics that make objects universally beautiful.

Examples of such objective characteristics of beauty include the golden ratio, symmetry, or

more complex measures such as fractality [1,2]. Later on, artists and philosophers focused on

the subjective aspect of beauty, motivated by the recognition that the taste for the beautiful var-

ies between individuals and even with age within individuals [3,4]. Then, over the XXth cen-

tury, an interaction paradigm gained popularity that accounts for the fact that beauty is

simultaneously universal and subjective [5]. Beauty is neither a property of objects nor an idio-

syncrasy of the observer, rather it emerges from the interaction between the two [6]. It thus

has been argued that the key to understanding beauty hides in the brain mechanisms underly-

ing this interaction.

In psychology, the fluency theory of aesthetics [5] proposes that beauty is determined by

how the brain processes information, and that fluency—a subjective sensation of ease in infor-

mation processing—triggers a pleasurable aesthetic experience [7]. Fluency theory fits the

interactionist paradigm very well because information processing is influenced by properties

of both the objects and the sensory and cognitive systems that process them [8]. Fluency theory

also emphasizes that describing information processing per se, in addition to the information

being processed, is important to understanding beauty. Overall, the theory can explain

remarkably well many, if not most, results of psychology on the phenomenon of beauty. For

example, it can account for universal preferences for symmetrical, rounded, highly contrasting,

and repeated forms (both through time and space), all of these being fluently processed [5],

but it also explains context-dependent pleasure received from an acceleration of information

flow (e.g., the ‘aha effect’ following suspense or in optical illusions [9]).

Fluency has been quantified in various ways, each with advantages but also limitations [10].

Reaction time, for example, is easy to measure but it is only indirectly linked to fluency, being

constrained by motor mechanisms. Self-report of subjective ease more closely matches fluency,

but it is generally poorly reliable [11]. Characteristics like symmetry and fractality have been

often used as metrics of fluency [12]. However, using such characteristics re-embeds fluency

into the strictly objectivist paradigm of beauty that dismisses the importance of the perceiver.

Modeling beauty using the fluency theory thus requires developing metrics that describe the

state of the sensory system or the brain while it is processing information. We qualify such

metrics as “processing-based”. In contrast, “feature-based” metrics are focused on features,

which are quantitative characteristics of objects, measured either directly from the object or as

they are perceived. Contrary to processing-based metrics, which are interactive by construc-

tion, feature-based metrics can thus be either interactive or objective.

Several authors have argued that fluency could be modeled through the concept of effi-

ciency, which describes the capacity to perform a task with an optimal use of neuronal
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resources [8,13]. In neuroscience, efficiency is often measured through the sparsity of the neu-

ronal code. A sparse code is one in which the vast majority of neurons are at rest, and only a

few, highly specialized neurons are strongly activated [14]. Using the sparsity of neuronal activa-

tions to estimate fluency fits the prediction of Winkielman [15], that “fluent patterns should be

represented by more extreme values of activation”. Accordingly, a previous study found that

sparsity of neuronal activations in a model of the primary visual cortex was positively correlated

with the attractiveness of the female face as rated by men [16]. Using a similar approach, Hol-

zleitner et al. [17] found that sparsity was the best predictor of face attractiveness as compared

to body mass index, sexual dimorphism, averageness and asymmetry. Sparsity is also negatively

correlated with aversiveness. Images of abstract patterns with a lower degree of sparsity are

more highly aversive to human subjects [18]. While these previous studies collectively support a

link between attractiveness and activation sparsity in the primary visual cortex, to what extent

beauty and attractiveness can be explained by activation sparsity as measured in the visual sys-

tem including, but not limited to the primary visual cortex has so far remained unexplored.

We propose to leverage the capacity of artificial neural networks to model the human visual

system to investigate the link between neuronal activation sparsity. Some artificial intelligence

architectures, and in particular Deep Convolutional Neural Networks (DCNN) can fulfill this

role. DCNNs and the visual cortex have similarities in how they process information [19,20].

Accordingly, patterns of neuronal activations within a DCNN have been shown to predict

those recorded in the visual cortex of humans [20–24]. Furthermore, previous studies have

shown that metrics summarizing the processing of visual information by DCNNs correlate

with self-reported assessment of this processing; for example, the mean activation per layer

predicts the perceived complexity of an image [25].

Previous studies in aesthetic science have used DCNNs (for reviews, see [26,27]), for exam-

ple to recognize artworks and classify artistic paintings by their style (e.g., [28]). DCNNs are

also able to predict mean (e.g., [29]) or individual [30] opinion scores of beauty, when trained

to do so. Features extracted by DCNNs has permitted the elaboration of feature-based metrics

used to unravel the determinants of beauty [31,32]. One study has further shown that artistic

and non-artistic images can be distinguished by variance of neuronal activations across layers

of a DCNN [26]. Although the authors did not explicitly refer to DCNNs as models of human

vision, the variance of neuronal activations describes a state of the visual system while process-

ing an image and is thus a processing-based metric. Variance, however, is only loosely related

to sparsity, and has no direct link to processing efficiency [33]. The use of DCNNs to measure

processing efficiency and model fluency thus remains to be investigated.

In this work, analyzing images of various objects, we test the hypothesis that their beauty

can be predicted from the sparsity of their DCNN activations. We compared results when ana-

lyzing various objects (non-artistic portrait photographs, figurative and abstract artistic paint-

ings) and associated judgments related to beauty (beauty itself, attractiveness, negative-

positive emotion) in order to qualitatively explore how generalizable the link between sparsity

and beauty is. Beauty is ubiquitous, and can potentially describe any stimulus from natural

landscapes to abstract representations, the physical aspect of a face or the artistic merit of its

representation [34,35]. The fluency theory posits a unity of the experience of beauty across

these domains, driven by a common biological mechanism: the efficiency of information pro-

cessing. Moreover, fluency can mediate the evaluation of beauty in all three brain activities

involved in aesthetic experiences: perception, cognition and emotions [36–38]. However,

while aesthetic experiences can be both positive or negative (e.g., implying sadness or vertigo;

[39], like other authors we consider beauty as a subset of only positive, hedonically marked

aesthetic experiences [5]. This distinction helps recognize sing that some artworks, for exam-

ple, can have high aesthetic value while being not beautiful. We thus predict that high sparsity,
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describing elevated fluency, is associated with high scores of beauty across visual domains and

judgements of beauty.

Results

We measured the sparsity of artificial neuron activations triggered by images for which an

empirical score of beauty or judgment related to beauty has been obtained by psychological in-

lab or online experiments. These images belong to four publicly available datasets and repre-

sent photographic portraits (CFD [40] and SCUT-FBP5500 [41] datasets) or artistic paintings

(abstract painting: MART [42]; paintings from various styles and epochs: JEN [43] datasets; see
Materials and methods). We analyzed these four datasets separately. Each image was first pro-

cessed by the standard DCNN VGG-16 [44] pre-trained on the ImageNet dataset [45]. VGG-

16 includes 13 convolutions and 2 fully connected layers. ImageNet is a large dataset of 14 mil-

lion images depicting about 20,000 categories including people, plants, animals, and human-

made objects. Training a DCNN on such a large and varied dataset allows modeling a visual

cortex that is not specialized to one specific task, in accordance with neurophysiological data

[23,46]. For each image, we extracted the activations for each of the 15 studied layers of the

network and calculated the sparsity of the distribution of these activations. Thus, for each

image, we have 15 measures of sparsity, one per layer.

Link between sparsity and beauty

We studied whether beauty could be predicted from the sparsity of neuronal activations, and

how this prediction varied with the visual domain (perception of photographic portraits vs.
artistic paintings).

We investigated the different layers separately because each of them encodes different types

of visual information and at different spatial scales. Early convolution layers encode informa-

tion on simple and localized features (e.g., line segments, localized color contrasts), mid-level

layers on moderately complex features like circles, and the last convolution and both fully con-

nected layers more complex information (e.g., entire faces) spanning the whole image. For

each layer separately, we estimated the variance in beauty scores (coefficient of determination

R2 score) explained by sparsity using a linear regression model. We found a significant R2

score for all layers and all datasets (p<10−6 for all models). However, the variance explained by

sparsity varied strongly across both datasets (mean R2 across layers from 2,7% for JEN to 4,8%

for CFD, Table 1), but also across layers for a given dataset (e.g., for SCUT-FBP5500 from R2 =

0,3% for layer conv4_1 to R2 = 17,5% for layer conv1_2; Fig 1). For each dataset, we observed

at least one layer with a moderate R2 score (maximum: 11%, 18%, 8% and 9% for CFD,

SCUT-FBP5500, JEN, MART, respectively). For both face datasets (CFD and SCUT-FBP5500)

Table 1. Variance (R2 score) in beauty score explained by the sparsity and principal components of activations in VGG16. R2 score are calculated between the ground

truth and the predicted values of beauty scores by a multivariate Ridge linear regression model including sparsity of one layer (first column, mean of 15 R2 scores, one per

layer), sparsity of all layers (second column), principal component (PC) scores (explaining 80% of variance in activations) of one layer (third column: mean of 15 R2 scores,

one per layer), the scores of the first three PC of all layers (fourth column), or the scores of the first three PC and sparsity of all layers (fifth column) as predictors. R2 score

was calculated using a 10-fold cross validation procedure. The four datasets (rows) were analyzed separately.

mean R2 (one model per

layer, sparsity only)

R2 (one model for all

layers, sparsity only)

mean R2 (one model per

layer, PC scores only)

R2 (one model for all

layers, PC scores only)

R2 (one model for all layers,

PC scores + sparsity)

CFD 4.8% 24.7% 1.6% 4.2% 19.8%

SCUT-FBP5500 3.9% 28.3% 0.8% 4.2% 29.1%

MART 4.4% 25.7% 17.1% 46.4% 47.6%

JEN 2.7% 13.9% 0.7% 2.9% 14.2%

https://doi.org/10.1371/journal.pcbi.1011703.t001

PLOS COMPUTATIONAL BIOLOGY Sparsity in an artificial neural network predicts beauty

PLOS Computational Biology | https://doi.org/10.1371/journal.pcbi.1011703 December 4, 2023 4 / 16



and for the abstract paintings dataset (MART), the R2 score was the highest for the second con-

volution layer (conv1_2). For the figurative paintings dataset (JEN), the R2 score was the high-

est for the two last convolution layers. This means that for faces and abstract paintings (CFD,

SCUT-FBP5500, MART), people’s perception of beauty is most influenced by the efficiency of

processing texture or local color contrasts, while for figurative paintings, the efficiency of pro-

cessing objects as a whole, and the spatial arrangement of their parts, is more important.

We also examined the coefficients estimated by this multivariate model (blue bars in Fig 1).

Some of the layers with a significant effect of sparsity have positive coefficients while others

have negative ones. Importantly, even within a broad portion of the network (early vs. mid vs.
deep layers), the sign can vary from positive to negative, especially for face datasets (CFD,

SCUT-FBP5500). This puzzling result indicates that from one layer to the next, high scores of

beauty could be explained by either very efficient or inefficient neural codes.

We then investigated the link between beauty and the efficiency of information processing

across the whole visual system. Indeed, previous studies in psychology have provided evidence

that the ease of processing information at each stage of the visual system (e.g., as measured by

detection time in the early stages, and as recognition performance in the later stages) triggers

micro-experiences of fluency associated to each of these stages, and that these micro-experi-

ences aggregate into one global sensation of fluency [5,47].

Fig 1. Explained variance in beauty score (R2 score) and coefficients of the sparsity of activations for each layer of VGG16. A: CFD dataset. B:

SCUT-FBP5500 dataset. C: MART dataset. D: JEN dataset. Sparsity is measured by the Gini index of the vectorized activations for each convolution and fully

connected layers of VGG16 pre-trained on ImageNet. Coefficients were calculated by fitting univariate linear regression models fitted with a 10-fold cross-

validation, and the R2 score was calculated between the ground truth and the predicted values. One, two or three asterisks indicate p-value smaller than 0.05,

0.01 and 0.001, respectively.

https://doi.org/10.1371/journal.pcbi.1011703.g001
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To model the aggregation of processing efficiency at every layer, we fitted a single multivari-

ate (one measure of sparsity per layer) linear regression model to beauty scores. Because the

model includes fifteen non-independent predictors (see S1 Fig), we constrained the optimiza-

tion by applying a L2-norm penalty to coefficient estimates (i.e., Ridge regression model). We

calculated the adjusted R2 score using a 10-fold cross validation procedure. We found a signifi-

cant (p<10−6) R2 score for all four datasets. Moreover, sparsity explained approximately 25%

of the variance in beauty scores for the two photographic portrait databases (CFD,

SCUT-FBP5500) and for the abstract painting database (MART; Table 1, column “R2 (one
model for all layers, sparsity only)”). With figurative paintings, sparsity explained a substantial

but lower fraction of variance in beauty scores (R2 = 14% for JEN; Table 1, column “R2 (one
model for all layers, sparsity only)”). Eventually, although a simple measure of sparsity averaged

over DCNN layers does not explain much of the variation in beauty (Table 1, column “mean
R2 (one model per layer, sparsity only)”), a multivariate model including all layers predicts it

with relatively high R2 scores. Yet, postulating that the multivariate regression models how flu-

ency micro-experiences aggregate, our results show that this aggregation could be more com-

plex than the mere sum of micro-experiences and may rather involve top-down controls

weighting their importance in different stages of information processing.

Comparison with a feature-based model

In order to compare our processing-based approach to predict beauty to a traditional feature-

based approach, we studied to which extent the neuronal activations themselves, rather than

the sparsity of their distribution, can explain variation in beauty scores (following the method

described by Iigaya [30]). In a DCNN, each artificial neuron describes one feature in a given

region of the image, through its weighted connections to previous neurons. The magnitude of

its activation indicates the importance of that specific feature in that region of the image. We

then used neuronal activations as predictors in multivariate linear ridge regression models, fit-

ting one model per layer at a time. However, because there were too many activations for fit-

ting the models (the first convolution layer includes 3,211,264 activations), we reduced the

number of activations using a principal component analysis (PCA), keeping only those com-

ponents that explain a total of 80% of variance in activations (between 125 and 2,162 principal

components depending on layers and datasets; see Supp Inf.). For all layers and all datasets,

the R2 score was significant (p<10−6 for all models), indicating that features, from simple and

localized to complex and holistic, do explain variation in beauty scores for both face images

and artistic paintings. However, activations explained a low fraction of variance in beauty

scores, with R2 score never exceeding 4% (Fig 2). One major exception is for the abstract paint-

ing dataset MART, with R2 score ranging from 6% to 42%.

To analyze how encoded features could predict beauty at the entire network level, as for

sparsity we used a single multivariate Ridge regression model using the PC scores of all layers.

However, to keep the model tractable, we considered only the first three components of each

layer. Again, except for MART, we found that the first three principal components explain a

relatively low fraction of variance in beauty (R2 score < 5%; Table 1, column “R2 (one model
for all layers, PC scores only)”), in line with the previous result obtained when using all princi-

pal components that explain 80% of the variance in activations.

Last, we analyzed the benefits of combining both feature-based and processing-based met-

rics to predict beauty by fitting one multivariate ridge regression model per dataset, including

the first three principal components of the PCA applied to activations plus sparsity for each

layer, and considering all layers in the same model (i.e., 60 predictors). The R2 score was always

significant (p<10−6) and varied from 14% for the figurative paintings (JEN dataset) to up to
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48% for abstract paintings (Table 1, column “R2 (one model for all layers, PC scores + sparsity)”).
Comparing these results to those with the model including sparsity only (Table 1, column

“mean R2 (one model per layer, sparsity only)”), the increase in explained variance from adding

the feature-based metrics is marginal (SCUT-FBP5500: +0.8%; JEN: +0.2%), or even negative

(CFD: -4.9%). Only for the abstract paintings, considering features in addition to processing

efficiency significantly increased the ability of the model to predict beauty scores (MART:

+19.6%). Comparing these results to those with the model including PC scores only (Table 1,

column” R2 (one model for all layers, PC scores only)”), considering sparsity increased the pre-

dictive capacities of the model by a factor 5 to 7. For the abstract paintings, considering spar-

sity only marginally increased the explained variance (MART: +1.2%).

Discussion

It has been widely acknowledged that beauty results from the interaction between a stimulus

and a beholder, however, the neuronal mechanisms describing this particular interaction have

remained unknown. Here, we hypothesized that the way information is processed (process-

ing-based aesthetics), more than the type of information being processed (feature-based aes-

thetics), drives the evaluation of beauty. We thus investigated whether visual beauty could be

predicted from the sparsity of neuronal activations in an artificial deep convolutional neural

network (DCNN), a statistic characterizing the efficiency of processing visual stimuli that is

Fig 2. Variance in beauty score (R2 score) explained by the principal components of activations in different layers of VGG16. A: CFD dataset. B:

SCUT-FBP5500 dataset. C: MART dataset. D: JEN dataset. The principal components are those explaining 80% of the total variance of the activations for each

convolution and fully connected layers of VGG16 pre-trained on ImageNet. The R2 score was calculated between the ground truth and the predicted values by

a multiple ridge linear regression model fitted with a 10-fold cross-validation procedure.

https://doi.org/10.1371/journal.pcbi.1011703.g002
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independent of the features describing these stimuli. Our results clearly demonstrate the

importance of considering the efficiency of information processing to predict beauty. More-

over, we found that for some categories of stimuli (faces and figurative artistic paintings),

information processing itself likely contributes more than the processed features for explaining

variation in perceived beauty. However, we also found that processing efficiency was either

positively or negatively correlated with beauty, depending on which layer of the DCNN was

considered.

Although demonstrated here with the help of artificial intelligence, the idea that the pro-

cessing of stimuli per se is an important determinant of beauty is an old one in the field of aes-

thetics. The German philosopher Immanuel Kant, for example, proposed that beauty is not

contained in the object, but is rather an effect of the state of mind of the subject, brought about

by the object [48]. The theorist of literature Gérard Genette also famously claimed that “it is

not the object that makes the relation aesthetic but the relation that makes the object aesthetic”

[49]. Our results, showing that sparsity can explain variation in beauty across different visual

domains and components of beauty (i.e when evaluating the physical beauty of faces, or the

artistic beauty of abstract or figurative paintings), offer strong support to the interactionist par-

adigm of beauty and suggest a common biological mechanism underlying all evaluations of

beauty.

One previous study proposed to quantify fluency through statistical typicality [50], based

on observations that more typical stimuli are also more easily processed [51]. Statistical typical-

ity is related to the psychological concept of familiarity, the manipulation of which has been

pivotal in supporting the fluency theory of aesthetics (e.g., [36]). Typicality was measured as

the likelihood of a stimulus in the latent space of an encoder, given a reference distribution.

Using CFD as the reference distribution, the authors found that facial typicality explained 15%

of variance in facial attractiveness. Crucially, sparsity also captures the concept of statistical

typicality because, during training, the weights of a DCNN are tuned to the statistical distribu-

tion of features of the training dataset (in our case, ImageNet), such that images with a similar

distribution are sparsely encoded during inference [52]. However, while typicality specifically

refers to familiarity, sparsity more explicitly characterizes the use of neuronal resources, that

is, the efficiency of information processing per se, a presumably important component of flu-

ency [8]. Regardless of the level of overlap between typicality and sparsity, both [34] and this

study considered a static perceptual system. In contrast, a classical approach to study fluency

in psychology is to investigate how the system varies when manipulating fluency, for example

using matching prime (see [36]). In the future, it would thus be interesting to apply similar

dynamic approaches to DCNNs, for example by analyzing how progressively tuning the

DCNN to features that are specific to the target stimuli increases the ability of sparsity to

explain beauty.

Comparing the predictive capacity of a model including sparsity only with a model includ-

ing both sparsity and features suggests that information processing could be more important

than features in determining beauty. One exception is for the abstract paintings MART dataset,

for which features explained more variation in beauty scores than sparsity did, and sparsity did

not improve prediction. The fact that sparsity did not significantly improve the model with PC

scores only, while it could alone explain 25.7% of variance of beauty scores, suggests that, for

abstract paintings, most of the information conveyed by processing efficiency is redundant

with information conveyed by features. Given that the negative-positive emotions were evalu-

ated in the abstract paintings dataset, one explanation to the difference between this dataset

and other datasets could be that the hedonic marking of efficient information processing in

general is not mediating the link between beauty and emotions. This, however, contradicts

previous accounts suggesting at least a mild effect of fluency on aesthetic emotions (for a
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review, see [53]). For this dataset, beauty was scored by lay people who thus based their judg-

ment on the design of stimuli only, and not on representations encoded in as in figurative

paintings. Our result could thus rather suggest that information processing influences aesthet-

ics only when stimuli elicit interpretation or meaning assignment (see also [54]).

The relative importance of sparsity and features in predicting beauty should be interpreted

with caution, however. Indeed, the principal component analysis is a commonly used method

to describe features (e.g., [30,55]), but it is reductive by construction. Unfortunately, account-

ing for the full variation in features inevitably poses limitations, either technical or biological.

The use of a PCA to reduce the dimensionality of the feature space is an example of technical

limitation imposed by statistical regression modeling. To circumvent this limitation, other

studies have trained DCNN to directly predict beauty scores, obtaining remarkably high R2

scores (up to 90% in [56]). While these studies highlight that features can theoretically encode

most of the information about beauty, in practice, they are not biologically realistic because,

contrary to DCNN, the visual cortex as a whole has been shaped by evolution and development

to perform many tasks, not to predict beauty only. More work is clearly needed both to quan-

tify the relative importance of processing fluency and stimulus features in predicting beauty,

and to understand the factors influencing this relative importance.

Interestingly, for a given dataset, the most predictive layers differ when considering either

information processing or features. For MART and SCUT-FBP5500, for example, beauty is

best predicted by the last two layers, Fc1 and Fc2 (describe whole-image features) when con-

sidering PCA features, and by the first convolutional layers (describe textures and local color

contrasts) when considering sparsity. The dissociation between processing-based and feature-

based contributions to beauty highlights the richness of the aesthetic experience and myriad

possibilities that naturally or culturally shaped communication signals have to increase their

attractiveness.

Although our results validate our main hypothesis that beauty can be explained in part

from information processing, they reject the prediction that high sparsity is associated with

high scores of beauty. Indeed, we found that depending on layers and datasets, high beauty

scores could be associated with either highly efficient, or the opposite, highly energy-demand-

ing coding (see Fig 1). This result contradicts the existence of a universal positive correlation

between processing efficiency and beauty, and thus the original (and most frequently cited)

formulation of the fluency theory of aesthetics. Yet, a recent study in psychology has also

found that beauty could be negatively correlated with fluency [57]. One explanation is that flu-

ency would work as an amplifier, being positively correlated with beauty for stimuli with a pos-

itive emotional valence, and negatively correlated for negatively-valenced stimuli [58]. This is

in line with the general idea that a core goal of perceptual processing is to disambiguate stimuli

and thus enable the most appropriate behavior [59]. Another explanation is that relative, rather

absolute fluency, determines beauty [9], and thus that alternating between low and high flu-

ency contributes to increasing beauty [60]. With suspense, or optical illusions, for example,

pleasure arises from a sudden increase in information processing that was purposely blocked

to amplify the feeling of fluency. In music, alternating between consonant and dissonant chord

structures contributes to the pleasure of listening and exemplifies the more general tension-

resolution hypothesis of aesthetic experience [61]. Whether similar phenomena occurring

between processing stages within the information pathway is necessary to trigger an aesthetic

experience remains to be investigated, but our data from artificial neural networks suggest that

these hypotheses deserve investigation. In any case, when considering the different stages of

visual perception, fluency appears to be linked to beauty in more complex ways than previ-

ously thought.
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Finally, our study relies on both assumptions that DCNNs can model information process-

ing, and that they are valuable tools to study complex mental phenomena. The first assumption

has remained controversial [62] as several studies have highlighted differences, some of them

significant, between DCNNs and biological vision in the underlying computation (e.g.

[63,64]). For example, DCNNs rely on texture information more than shape in object recogni-

tion [65]. Yet for many neuroscientists, the emergence in DCNNs of the most fundamental

properties observed in animal vision indicates that they are still powerful tools for modelling

and understanding this perceptual modality [66,67]. Regarding the second assumption, we

acknowledge that purely feed-forward models like VGG16 fall short in describing the full com-

plexity of the judgment of beauty. However, despite top-down cognitive controls that likely

influence this judgment, several studies have stressed that it can be made independently of any

appeal to cognition [68–70]. Like previous studies showing that VGG16 models reasonably

well how the human brain generally processes visual information (e.g., [19]), we concur that

the simplicity and tractability of this DCNN can reveal overlooked important brain processes.

In particular, it can open a new era in the centuries-old quest to explain and predict beauty.

Materials and methods

Datasets

We used four different, publicly available datasets consisting of images and associated mean

opinion scores (MOS) of beauty (Table 2). The Chicago Face Database (CFD v3.0) includes

827 standardized photographic portraits (centered faces, identical outfits, identical camera set-

tings) of American and Indian adults of both genders, from various self-reported ethnic ori-

gins [40]. Image size is 2,444x1,718 pixels. For each image, a MOS of attractiveness was

obtained by averaging ratings from 1,087 American participants, along a Likert scale from 1 to

7, with 1 being not attractive at all and 7 extremely attractive. (Question R013 from CFD Code-

book). See S2 Table for more information on the evaluators.

The SCUT-FBP5500 database (South China University of Technology—Facial Beauty Pre-

diction) includes 5,500 photographic portraits of Asian and Caucasian adults of both genders

[41]. Portrait images were retrieved from various sources and thus are not standardized. Image

size is 350x350 pixels. Beauty MOS were obtained by averaging ratings from 60 Chinese volun-

teers, along a Likert scale from 1 to 5 with 1 being the least attractive and 5 the most attractive.

See S2 Table for more information on the evaluators.

The MART database (Museum of Modern and Contemporary Art of Trento and Rovereto)

includes images of 500 abstract paintings by different artists from Trento museum in Italy

[42]. The width and height of images varies from 59 to 812, and 45 to 1,036 pixels, respectively.

One hundred Italian laypersons were asked to rate their emotional response to each image

along a Likert scale from 1 to 7, with 1 being the most negative and 7 the most positive. Previ-

ous studies have shown that beauty is mostly associated with positive emotions (e.g., [71]). See

S2 Table for more information on the evaluators.

Table 2. Description of image databases associated with a beauty score.

Name # Images Type Evaluated component of beauty

CFD 827 Portraits Attractiveness

SCUT-FBP5500 5,500 Portraits Beauty

MART 500 Abstract paintings Negative-positive emotion

JEN 1,563 Representational paintings Beauty

https://doi.org/10.1371/journal.pcbi.1011703.t002
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Last, the JEN database (from the German town of Jena) contains 1,563 figurative artistic

paintings by different artists representing different movements [43]. Image size is 1,456–

30,000x1,351–23,803 pixels. For each image, beauty was evaluated by 134 observers along a

Likert scale from 0 to 100, with 0 being not beautiful and 100 beautiful. See S2 Table for more

information on the evaluators.

For all analyses, images were resampled to 224x224 pixels (input size of VGG16), and scores

of beauty or their proxy were all standardized to the same scale varying between 0 (lowest

attractiveness/beauty score) and 5 (highest attractiveness/beauty score).

Encoding images with a convolutional neural network

All images were encoded using the VGG16 [44] deep convolutional neural network pretrained

on the ImageNet dataset [45]. VGG16 includes 13 convolution layers and two fully connected

layers. For each image, we thus extracted 15 encodings corresponding to the neuronal activa-

tions (after ReLU transformation) of these 15 different layers. For convolution layers, encod-

ings are three-dimensional matrices of size H*W*C, with H, W corresponding to the height

and the width of the feature maps, respectively, and C to the number of feature maps (i.e.,

channels). H and W vary from 224 to 14, and C from 64 to 512, between the first and the last

convolution layer. For both fully connected layers, encodings are one-dimensional vectors of

size 4,096.

Measuring sparsity

The efficiency of image processing at a given network layer was estimated as the activation

sparsity, which measures inequity in the distribution of activations in this layer. One study

evaluated the ability of various metrics of sparsity to satisfy the attributes desired to properly

measure inequity of distribution [72]. The authors found that only the Gini index meets all the

desired attributes. For example, kurtosis and L1-norm, two other commonly used metrics of

sparsity, fail to predict an increase in inequity when adding null values and extremely high val-

ues, respectively. The authors did not include the Treves-Rolls metric [73] in their comparison,

despite its popular use in neuroscience. We thus used the Gini index and the Treves-Rolls met-

rics to measure sparsity. The two metrics yielded qualitatively similar results, thus only results

with the Gini index are presented here.

For convolution layers, the H*W*C matrices of activations were first flattened into one-

dimensional vectors. These vectors, and the vectors of fully connected layers were sorted in

ascending order. The Gini index was calculated as:

G ¼

Xn

i¼1
ð2i � n � 1Þxi
n
Xn

i¼1
xi

with n the number of activations in the layer (i.e., vector length), i the index and xi the activa-

tion at the index. Image encodings and measurements of sparsity were performed using

Python 3.9.5.

Statistical analyses

The four datasets were studied separately. For each layer, measurements of sparsity were z-

transformed prior to statistical analyses. We first conducted simple linear regression models to

analyze the correlation between the empirical scores of beauty (response variable) and the

sparsity measured for each layer (one model per layer). Then, we analyzed the ability to predict

beauty from sparsity measurements of all layers with a single multivariate linear regression
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model and a Ridge penalization, that included 15 explanatory variables (a separate sparsity

measurement for each of the 15 layers). The strength of the Ridge penalization (Lambda

parameter) was set by cross-validation.

Last, we used linear Ridge regression models to analyze the ability of image features to pre-

dict beauty scores. However, encodings have too many dimensions to be included in a regres-

sion model. For example, in the first convolution layer, the encoding corresponds to H*W*C =

3,211,264 features. We thus first reduced the dimensionality of encodings by applying a PCA

(one PCA per layer per dataset), keeping the principal components explaining 80% of variance

(see S1 Table). PC (principal components) scores were then z-transformed and included in the

ridge regression model as explanatory variables. We performed one Ridge regression for each

layer separately. In addition, we performed one global Ridge regression including the first

three principal components of each layer (model with 45 explanatory variables), and another

global Ridge regression including the first three principal components and the sparsity mea-

surement of each layer (model with 60 explanatory variables). For all linear regression and lin-

ear Ridge models, we performed a 10-fold cross-validation, repeated 100 times to ensure that

the results were stable, calculating the coefficient of determination (R2 score for univariate

models and adjusted R2 score for multivariate models) between predicted and empirical beauty

scores for each test fold, and then averaging the R2 score over the 10 folds and then over the

100 repetitions. Statistical analyses were performed using R software v4.2.1 [74]. We used the

glmnet method of package glmnet [75] for the Ridge regression models, and the caret package

for the cross validation [76].

Supporting information

S1 Fig. Pearson correlation matrix of the sparsity of activations in different layers of

VGG16. A: CFD dataset. B: SCUT-FBP5500 dataset. C: MART dataset. D: JEN dataset.

(TIF)

S2 Fig. Beauty score explained by the Gini index for the layer with the highest R2 score per

database. A: CFD dataset (second convolution layer of the first block). B: SCUT-FBP5500

dataset (second convolution layer of the first block). C: MART dataset (second convolution

layer of the first block). D: JEN dataset (second convolution layer of the fifth block). The blue

trend line corresponds to the predictions provided by the model.

(TIF)

S1 Table. Number of PCA components that explained 80% of the total variance of activa-

tions for each database and each layer of VGG16. A: CFD dataset. B: SCUT-FBP5500 dataset.

C: MART dataset. D: JEN dataset.

(DOCX)

S2 Table. Description of evaluators from image datasets.

(DOCX)
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Préambule à la discussion
générale 7

Les travaux réalisés dans cette thèse ont permis d’apporter des éléments
de réponses à la fois à des questions scientifiques, méthodologiques et
techniques. Au-delà de tester des hypothèses, nous avons ouvert des
pistes de réflexion sur des perspectives plus larges. Nous discuterons en
partie 1 d’en quoi les résultats obtenus pris dans leur ensemble permettent
d’éclairer l’origine des préférences. En partie 2, nous nous focaliserons sur
les perspectives et les limites de notre approche expérimentale, ainsi que
sur les limites des expérimentations basées sur le temps d’observation en
général. Enfin, en partie 3, nous proposerons une discussion sur l’intérêt
de certains aspects de l’IA en écologie et en évolution.
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L’origine des préférences 8
Nous avons vu que les préférences, qu’elles portent sur des visages ou
non, peuvent s’expliquer par deux théories distinctes.

Premièrement, un signal visuel peut être un indicateur de qualité. Ain-
si, l’apparition d’une préférence pour ce signal se justifie par l’intérêt
d’interagir avec l’individu qui possède le signal. Une telle interaction
(coopération, reproduction etc) aurait alors un intérêt évolutif pour l’in-
dividu attiré par le signal. Par exemple, chez les humains, nous avons
vu en introduction que des visages de femmes plus féminins peuvent
être préférés car ils sont un indicateur de compétences maternelles et
de fertilité . Deuxièmement, une préférence peut être latente et s’expli-
quer par un biais perceptuel, qui correspond à l’adaptation de système
perceptif (visuel en ce qui concerne cette thèse) à des fonctions qui ne
sont pas directement liées aux traits visés par la préférence. Par exemple,
les prototypes, représentant la moyenne d’une catégorie, sont préférés
à des stimuli atypiques, car il serait plus facile de s’en faire une image
mentale. Des visages de femmes plus féminins peuvent être préférés car
représentatifs de la moyenne des visages féminins.

Concernant l’attractivité pour la féminité, il est donc difficile de trancher
pour l’une ou pour l’autre de ces théories, toutes deux validées par des
résultats empiriques. S’éloigner du modèle humain permet ainsi de voir
le problème sous un autre angle. Ainsi, chez les mandrills, nous avons
montré expérimentalement que les mandrills mâles préfèrent les mandrills
femelles moins féminins. Ce résultat renforce des observations réalisées
sur des populations sauvages et indique que la préférence pour la féminité
s’explique surtout par ce que ce trait est un indicateur de qualité, puisque la
valence de cette préférence n’est pas commune à deux espèces de primates
différentes, les humains et les mandrills. En effet, les femelles moins
féminines sont plus éloignées de femelles féminines et donc typiques,
invalidant ainsi l’hypothèse que l’origine de cette préférence soit un biais
perceptuel basé sur la typicalité.

Les comportements des humains peuvent néanmoins offrir des pistes
de réflexion sur les raisons de cette préférence. Ainsi, dans certains
contextes, les femmes moins féminines peuvent être préférées car consi-
dérées comme plus dignes de confiance. Par exemple, une féminité élevée
est perçue comme un risque accru d’infidélité [137] ou est associée à des
préjugés comme une compétence moindre [138, 139].

Nous avons aussi traité la question de l’attractivité des visages sous un
autre prisme que celui de la féminité : le prisme de la beauté. L’approche,
très différente car basée sur la modélisation du système perceptif des
mammifères avec des réseaux de neurones convolutifs, nous a permis de
montrer que sous ce prisme, un biais perceptuel, la fluence, pouvait avoir
un impact important mais néanmoins complexe sur la beauté. La théorie
de la fluence postule que la beauté est provoquée par cette fluence, une
sensation agréable déterminée par l’efficience du traitement de l’infor-
mation dans le système visuel. Pour autant, nous avons montré qu’en
fonction du niveau d’abstraction de l’information visuelle, cette fluence
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pouvait être liée positivement ou négativement avec la beauté, même si
prise plus globalement, elle explique la variance d’une part importante
de la beauté perçue.



[127] : Setchell et al. (2006), «Signal
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En termes de mise en pratique technique, l’approche expérimentale est
très liée aux contraintes concrètes du terrain dans laquelle elle est mise
en œuvre. Nous reviendrons en 2.1 sur le dispositif expérimental utilisé,
ses limites et comment nous les avons prises en compte. Ensuite, nous
évoquerons en 2.2 la poursuite de ces travaux, en particulier des analyses
complémentaires qui nous permettraient de renforcer nos résultats. Enfin,
au-delà du dispositif spécifique que nous avons utilisé, nous discuterons
en 2.3 des limites du paradigme du temps d’observation sur lequel nous
nous sommes basés.

9.1 Regard critique sur le dispositif
expérimental

Les mandrills étudiés sont issus d’une population en captivité. Bien que
contrairement à d’autres primates du centre, les mandrills disposent d’es-
pace de plusieurs hectares correspondant à l’écosystème des forêts tropi-
cales des mandrills sauvages, leurs conditions de vie sont très différentes.
De fait, des mandrills sauvages peuvent parcourir plusieurs dizaines de
kilomètres par jour sans repasser au même endroit (observation person-
nelle). De plus, les individus en captivité sont nourris tous les jours, avec
un régime principalement composé de fruits et de pain, tandis que les
mandrills sauvages se nourrissent de ce qu’ils arrivent à trouver dans la
nature, ce qui est très varié et peut comporter des racines, des insectes,
des feuilles, des fruits et dans de rares cas de petits animaux comme des
tortues (observations personnelles). Les populations de mandrills sau-
vages évoluent par reproduction, mais aussi par la migration des mâles à
l’adolescence qui ne reviennent que très rarement dans le groupe dont ils
sont originaires. Les mandrills captifs ne migrent pas, et en dehors de la
reproduction, leur population peut parfois se voir augmentée d’individus
qui ont été saisis chez des particuliers qui les détenaient illégalement.
Enfin, la taille des groupes des mandrills captifs est particulièrement petite
(environ 50 individus), ce qui peut parfois exister dans la nature même si
les groupes sauvages sont plus grands la plupart du temps.

Ces différences entre des mandrills sauvages et la population captive étu-
diée ont probablement un impact sur la physiologie et les comportements
sociaux-sexuels des mandrills. Les mâles captifs sont plus colorés, ce qui
peut s’expliquer par une pression de sélection sexuelle plus importante
du fait de l’absence de dispersion des mâles [127], et plus petits, ce qui
peut s’expliquer par leur régime alimentaire particulier. Ces différences
impliquent de relativiser les résultats obtenus avec cette population.

Néanmoins, des expériences comportementales avec des primates sont
parfois réalisées avec des populations captives présentant encore plus de
différences avec les populations sauvages. Par exemple, des travaux chez
les chimpanzés ont utilisé un dispositif similaire au notre mais dans des
conditions encore plus contrôlées ou les animaux avaient été habitués
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à se positionner face à des écrans sur de longues durées pour réaliser
des séries d’expériences de ce type [115]. Dans la population que nous
avons étudiée, les expérimentations comportementales sont beaucoup
plus rares et les individus sont ainsi moins facilement biaisés par des
souvenirs de dispositifs similaires qu’ils auraient eu. De plus, nous avons
obtenu des résultats similaires à ceux trouvés sur une population de
mandrills sauvages avec des types d’analyses différentes [128], ce qui
permet d’augmenter leur crédibilité malgré ces biais.

Les chambres d’expérimentations que nous avons utilisées présentent
aussi leurs limites. Premièrement, il s’agit de cages, qui n’isolent pas
totalement les individus de leur environnement extérieur, ces individus
étaient en effet visiblement perturbés par les autres mandrills avec qui ils
ont interagi régulièrement pendant les essais. Les contraintes techniques
liées à l’organisation du lieu dans lequel nous étions, ainsi que la tendance
des mandrills à détruire par jeu tout objet inhabituel auquel ils sont
confrontés, ne nous ont pas permis de résoudre ce problème dans le
temps imparti. Deuxièmement, ces cages n’étaient pas symétriques et
tandis qu’un des deux écrans était proche d’un côté de la cage où se situait
la chambre de nourrissage, vide, l’autre écran était du côté de l’enclos ou
d’autres mandrills étaient présents. Nous avons néanmoins contrôlé ces
deux derniers biais en mélangeant aléatoirement la latéralité de l’écran
représentant le mandrill le plus féminin. Troisièmement, la largeur des
chambres d’expérimentations n’était pas tout à fait identique entre les 3
que nous avons utilisés. Nous avons pallié ce problème en marquant au sol
le plus grand rectangle commun aux 3 chambres et en annotant le regard
des mandrills uniquement lorsque ceux-ci se trouvaient à l’intérieur du
rectangle.

9.2 Les limites du paradigme du temps
d’observation

On a vu en partie 4.1.3 de l’introduction générale que le paradigme du
temps d’observation permet d’interpréter des choix réalisés lors de tests
expérimentaux en se basant sur le temps de regard respectifs des individus
pour chacune des options qui leur sont proposées.

La première limite de cette approche, est qu’elle évalue bien un choix, et
non pas une préférence. Ces deux termes ne sont pas nécessairement liés :
une personne peut préférer le café au thé mais choisir un thé dans un res-
taurant car le café est plus cher. Pour éviter une utilisation inadéquate du
terme “préférence”, Il a été proposé le terme de “biais visuel” pour désigner
le stimulus qui est préféré [113] et éviter des interprétations erronées. Par
exemple, des travaux ont montré que dans certains contextes, les sujets
regardent plus longtemps un objet nouveau qu’un objet familier [140],
et dans d’autres contextes, c’est l’inverse [141]. Ainsi, nous ne pouvons
pas vraiment conclure sur le lien entre temps de regard et familiarité tel
quel, mais des travaux complémentaires ont montré que le degré de fami-
liarité [142] et le type de stimuli [143] étaient des facteurs qui pouvaient
influencer les résultats. Cet exemple montre bien qu’une augmentation
du temps d’observation peut être multifactorielle, et que ces facteurs sont
difficiles à interpréter. Ainsi, la conclusion la plus parcimonieuse devant
une différence de temps d’observation sans éléments supplémentaires
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peut être que “les sujets sont capables de faire la différence entre ces deux
stimuli” [113].

De fait, pour aller plus loin dans les conclusions, il est nécessaire d’ajouter
d’autres indicateurs comportementaux à celui du temps d’observation.
Pour autant, des travaux ont montré des résultats différents voire contra-
dictoires selon que le paradigme utilisé soit le temps d’observation ou
d’autres mesures [144-146]. Ainsi, il est difficile de trouver comment tra-
duire ce biais visuel en comportement. C’est un argument de plus pour
affirmer que des résultats basés sur le paradigme du temps d’observation
doivent être corroborés avec d’autres analyses.

Enfin, des travaux basés sur le paradigme du temps d’observation ont
échoué à être répliqués [147] ce qui suggère que des facteurs de confusion
ont pu entrer en jeu sans être identifiés et contrôlés.

9.3 Analyse complémentaires et poursuite de
ces travaux

Dans nos travaux, nous avons essayé de prendre en compte les risques
liés à notre approche, afin d’avoir des résultats les plus robustes possibles.
Par exemple, nous avons d’une part veillé à caractériser le dispositif avec
des variables pouvant être des facteurs de confusion (comme la pièce où
se déroule l’expérience) (Cf. Ch.2), et d’autre part, à créer des stimuli avec
une méthode permettant de maîtriser ces facteurs quand ils concernent
directement les stimuli (Cf. Ch.1). Comme nous l’avons montré, notre
méthode a permis d’éditer des stimuli selon un axe de féminité tout en
maîtrisant les autres sources de variation faciale.

Des analyses complémentaires sont toujours en cours et n’ont pas été
présentées dans le corps de cette thèse. Ainsi, j’ai mentionné à plusieurs
reprises que le paradigme du temps d’observation ne permettait pas à lui
seul de conclure sur des préférences mais qu’il devait être mis au regard
d’autres descripteurs comportementaux. De fait, dans nos analyses, nous
avons encodé à partir des vidéos des essais d’autres types d’information.
Il s’agit de deux types de comportements bien connus des mandrills et
qui pourront nous aider à interpréter les résultats. Le hochement de tête
(head bob) est un signe d’agressivité voire de menace. La grimace est
un signe de bienveillance qui peut indiquer une marque de respect à un
individu avec un rang plus élevé, ou une proposition de rapports sexuels
dans un climat de confiance (“come-here face”). De plus, nous avons
encodé un troisième type de comportement, le regard intense, qui n’est
pas spécialement observé dans la nature mais qui témoignait d’un intérêt
particulier pour les stimuli de la part des mandrills, sans qu’il soit possible
de le classer comme un comportement affiliatif ou agressif. Les analyses
statistiques nous permettant de déterminer si de tels comportements
arrivent plus ou moins souvent chez des femelles moins féminines sont
encore en cours. De fait, d’après les résultats plusieurs fois mentionnés
sur l’impact de la féminité des visages sur les comportements sociaux
sexuels des mandrills sauvages, les femelles les moins féminines sont plus
approchées et reçoivent plus de copulation, mais aussi plus d’agression
de la part des mâles. Ainsi, nous avons pour hypothèse que les 3 types
de comportements encodés dans les vidéos des essais (hochement de tête
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agressif, grimace affiliative et regard intense d’intérêt) seront tous plus
associés à des femelles moins féminines qu’à des femelles plus féminines.
L’agressivité des mâles envers des femelles qu’ils jugent plus attractives
peut apparaître de prime abord contre-intuitive mais s’explique par un
mécanisme de coercition sexuelle où les mâles infligent des blessures ou
du stress aux femelles pour augmenter leur succès reproducteur [148].

Fig. 9.1 : Différents niveaux d’édition d’un même portrait de mandrill selon l’orientation de la tête (production personnelle)

Un autre aspect de nos travaux que nous n’avons pas encore mentionné
est l’utilisation de notre méthode d’édition des portraits de mandrill pour
modifier une variable d’orientation de la tête, nous permettant de créer
la simulation d’un mouvement, tout en conservant les caractéristiques
faciales de l’individu (autrement dit, une animation). Cela permet d’aug-
menter l’attractivité des stimuli en général, indépendamment de leur
niveau de féminité (Cf. Fig. 9.1).
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Nous allons ici discuter certains aspects de l’intérêt de l’IA en écologie et
en évolution, d’abord en se focalisant sur un problème technique qui nous
semble central, l’encodage de données réelles dans un espace latent en 1.1,
enfin sous le prisme particulier de ce que peut apporter l’IA générative à
ces disciplines en 1.2. L’idée de cette partie n’est pas de lister l’ensemble
des travaux d’écologie et d’évolution utilisant de l’IA en général, démarche
bien trop large et hors sujet par rapport à nos travaux , mais bien de
s’intéresser à certains axes qui m’ont semblé cruciaux dans nos travaux
et dans leurs perspectives.

10.1 Encoder des données réelle dans un
espace latent

En sciences des données, il est traditionnel, avec des données de grandes
dimensions, d’utiliser des projections de ces données dans des espaces
de plus petites dimensions en essayant de perdre le moins de variance
possible. Par exemple, l’analyse en composantes principales (ACP) permet
de transformer des variables en d’autres variables, combinaisons linéaires
des premières, décorrélées entre elles ce qui permet d’expliquer un maxi-
mum de variance dans les données avec moins de variables. Une analogie
peut être faite avec des réseaux de neurones qui traitent une image : les
premières variables sont les pixels, les données transformées sont les
valeurs du vecteur latent, coordonnées de l’image dans l’espace latent.
Dans le cas d’un CNN qui classe une image, l’image est donc directement
projetée dans l’espace latent. Avec certaines architectures d’IA générative,
nous observons la même approche : un encodeur va projeter les données
dans un espace latent, afin de se servir de cet espace latent pour générer
de nouvelles données similaires. Par exemple, avec un auto-encodeur, les
images sont projetées dans un espace latent avec l’encodeur, et d’autres
sont générées à partir du même espace latent avec le décodeur. En étu-
diant la géométrie des espaces latents, et les positions respectives des
données et des variables, des informations utiles peuvent être obtenues :
la proximité ou la distance entre des variables, ou encore leur classe.

Avec un GAN, c’est un peu plus compliqué car il n’y a pas d’encodeur.
Le générateur fabrique des images en essayant de les faire correspondre
à la distribution des caractéristiques d’images réelles, ce qui est évalué
par le discriminateur grâce au mécanisme adversarial (voir partie 3.1.3 de
l’introduction). Des travaux ont conçu des encodeurs permettant a pos-
teriori de projeter des images réelles dans l’espace latent du générateur,
qui prend alors un rôle de décodeur (Cf. encadrés 4 et 5). Néanmoins, les
images réelles une fois décodées par le générateur peuvent être légère-
ment modifiées et altérées, car leurs caractéristiques ne correspondent
pas strictement à la distribution apprise. Pour des visages de mandrills,
l’identité même des individus semble être compromise par ce processus
(Berta Roura Torres, communication personnelle). Pour des visages d’hu-
mains, c’est aussi le cas, et la distribution des caractéristiques des images
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d’apprentissages est d’autant plus cruciale. Par exemple, en Fig.10.1, une
image réelle du visage du doctorant (à gauche) est encodée avec l’encodeur
pSp [pSp], puis décodée avec StyleGAN3 (à droite). Les deux images sont
certes similaires mais loin d’être identiques. Tout d’abord, la forme et la
texture du visage sont légèrement modifiées. Ensuite, le fond a complète-
ment changé. C’est assez logique car le GAN entraîné à réaliser cette tâche
est spécialisé dans des images de visages, mais pas dans les arrières plans
qui peuvent être diverses et variés. Enfin, les lunettes sont complètement
différentes. Pour comprendre pourquoi, on rappelle que les GANs sont
entraînés à apprendre et à reproduire les caractéristiques d’une base de
données réelles. La base de données sur laquelle le GAN a été entraînée,
FFHQ [83], date du début des années 2000. La photo date elle de 2019. Le
type de lunettes communément portées n’étant pas le même entre ces
deux périodes (observation personnelle), le GAN les a donc “remplacées”
par un style de lunettes qu’il connaît et qui existait dans sa base de don-
nées d’intérêt. Il s’agit d’un cas de surapprentissage : le GAN n’as pas
réussi à généraliser à partir de sa base de données d’apprentissage sur
des données plus générales.

Fig. 10.1 : Encodage d’une image réelle (à gauche) dans l’espace latent de StyleGAN3 entraîné sur une base de données de
portraits d’humains (au milieu), et avec une méthode basée sur des modèles de diffusion (à droite) (production personnelle)

La force de StyleGAN3, au delà de son réalisme est qu’il est capable de
rendre linéaires dans son espace latent les variables qui décrivent le plus
la variance des images (comme le sexe pour un visage)[84, 122]. De plus,
quand nous avons commencé ces travaux en 2021, il s’agissait de l’état
de l’art de la génération d’images synthétiques. Depuis, des technologies
très prometteuses ont émergé, comme les modèles de diffusion [87](qui
existaient avant mais qui se sont considérablement améliorés récemment,
cf. partie 3.1.3 de l’introduction). Nous n’avons pas étudié en quoi ce type
d’architecture pourrait être une approche complémentaire ou meilleure
que celle basée sur les GANs. Toutefois, à titre exploratoire, nous avons
uttilisé une interface graphique permettant d’encoder des images réelles
avec un modèle de diffusion [149] qui, visuellement, donne des résultas
beaucoup plus performants que l’encodeur lié à StyleGAN3 (Cf. Fig. 10.1).
De fait, cela semble une voie d’amélioration prometteuse pour nos travaux,
dans un contexte scientifique ou les technologies d’intelligence artificielle
générative s’améliorent très rapidement.
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10.2 L’IA générative en écologie et évolution

Dans cette partie, nous allons nous éloigner des questions de recherches
propres à cette thèse pour nous intéresser à ce que peut apporter l’IA
générative à des domaines variés de l’écologie et de l’évolution. Il s’agit des
premiers pas d’une réflexion au long cours ayant pour finalité l’écriture
d’un article de revue de la littérature de ce champ. Nous avons réuni par
thèmes les solutions qu’apporte l’IA générative à nos disciplines, et nous
développerons comment les chercheurs ont pu trouver des solutions à
des grandes thématiques.

10.2.1 Augmenter et compléter des données

Dans les disciplines de ces travaux, comme dans d’autres, la question des
données est fondamentale. Prélever des données réelles sur le terrain peut
être long, fastidieux et coûteux. Pourtant, pour comprendre la manière
dont ces données se structurent et ainsi répondre à des questions de
recherche, il est parfois nécessaire d’en avoir beaucoup. L’IA générative
offre des solutions pour augmenter artificiellement des données. Même
s’il existe des techniques plus traditionnelles pour faire cela, l’avantage
de l’IA générative est son réalisme dans la mesure où elle est capable de
modéliser finement les caractéristiques des données.

Plusieurs exemples illustrent cela. Pour entraîner des algorithmes de clas-
sification d’image, il est préférable que les différentes classes de la base
de données d’entraînement soient équilibrées. Parfois, ce n’est pas le cas,
et c’est difficile de trouver de nouvelles données pour les rééquilibrer. Les
techniques traditionnelles d’augmentation de données consistent à dupli-
quer les données en les déformant ou en les tournant. Des travaux ont
montré qu’avec des images d’insectes parasites de plusieurs espèces, il est
possible d’entraîner des modèles de classification plus performants quand
la base de données d’entraînement avait été rééquilibrée (en complétant
les classes déficitaires) avec des GANs qu’avec les techniques tradition-
nelles [150]. Des résultats similaires ont été obtenus dans un objectif de
classification de cartes de zones humides, avec des données différentes,
en 3 dimensions, et un autre type d’architecture de GAN [151], et pour
classer des plantes [152] . Enfin, des travaux en épidémiologie évolutive
ont eu une approche similaire pour augmenter des données dans le but de
prédire l’évolution de la pandémie de Covid-19 [153]. L’originalité de leur
approche consiste à ne pas se servir de données réelles pour entraîner
leurs GANs mais plutôt les résultats de modèles épidémiologiques tradi-
tionnels basés sur la subdivision entre les individus susceptibles, infectés
et guéris, traditionnellement utilisés dans ce champ disciplinaire [154].

Pour autant, cette approche a ses limites. En effet, les modèles d’IA généra-
tive reproduisent la distribution des caractéristiques des bases de données
mais ne vont pas créer des nouvelles caractéristiques, simplement les
“mélanger”. Il n’y aura donc pas d’information nouvelle créée avec ces
approches. Dit autrement, l’IA générative ne sait pas extrapoler, elle ne
fait que interpoler à l’intérieur de son domaine d’apprentissage [155].
Nous avons pu nous en rendre compte en montrant des mandrills synthé-
tiques à une experte habituée à les reconnaître individuellement sur le
terrain, qui nous a dit que certains de ces faux mandrills lui semblaient
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1 : un exemple connu de cette tâche
est la transformations d’images repré-
sentant toute sortes de choses avec
des styles caractéristiques de certains
peintres, comme Van Gogh

[156] : Héjja-Brichard et al. (2023),
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to test hypotheses about animal signal
evolution»

[157] : Talas et al. (2020), «CamoGAN»

être des mélanges entre deux ou trois mandrills réels (Berta Roura Torres,
communication personnelle).

10.2.2 Créer des stimulis

Dans nos travaux, nous avons utilisé des GANs pour fabriquer des stimuli
pour des expériences en écologie visuelle, démarche dont nous avons
expliqué l’intérêt dans la partie 4 de l’introduction. D’autres travaux ont
suivi une démarche similaire, mais avec des différences de technologies
et de modèles d’études.

Ainsi, le transfert de style, une tâche d’apprentissage profond permettant
de transférer le style d’une image sur le contenu d’une autre image, a été
utilisé1. L’idée était de transférer le style de certains habitats de poissons
sur la peau de ces poissons pour tester si certains poissons étaient préférés
dans des tests de choix et ainsi tester une hypothèse postulant que les
motifs des poissons avaient évolué pour correspondre aux caractéristiques
spatiales de leur environnement [156].

10.2.3 Simuler l’évolution

L’apprentissage automatique et l’évolution des espèces présentent des
points communs. L’optimisation des paramètres des modèles d’appren-
tissage automatique peut être comparée à la sélection des mutations
génétiques [158]. Alors que certaines approches d’apprentissage auto-

Fig. 10.2 : co-évolution entre le sys-
tème visuel des prédateurs et le phé-
notype de camouflage des proies (pro-
duction personnelle, illustrant les tra-
vaux de [157])

matique, comme l’apprentissage par renforcement ou les algorithmes
génétiques comportent encore plus d’homologies avec l’évolution, l’IA gé-
nérative peut aussi y être assimilée et même servir de modèle pour simuler
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l’évolution. Des travaux ont proposé que le mécanisme adversarial des
GANs pouvait être comparé à la relation proie-prédateur, précisément les
vecteurs latents du générateur au génotype des proies et le discriminateur
au système visuel des prédateurs. De fait, les deux sont soumis à une forte
pression de sélection : les prédateurs pour avoir des systèmes de détection
les plus efficaces, et les proies pour avoir des couleurs et des motifs de
plus en plus difficiles à voir (Cf. Fig. 10.2). Ils ont ainsi modélisé avec un
GAN la co-évolution entre la détection de papillons sur des arrières plans
et le camouflage de ces paillons pour ressembler à l’arrière-plan [157].

Cette approche, très concrète, n’est pas la seule. D’autres travaux ont eu
une approche plus théorique en développant l’idée que le mécanisme des
autoencodeurs pouvait être assimilé à la structure des êtres vivants. Pour
les auteurs de ces travaux, l’élément fondamental du vivant qui évolue
n’est ni l’individu, ni le gène mais les interactions entre les différents
“codes” des êtres vivants : génome, protéome, etc. Cette approche, certes
séduisante si elle est considérée comme une abstraction intellectuelle,
semble néanmoins peu réaliste et ne fait pas du tout l’objet de consensus
[159].

10.2.4 Prédire le vivant

L’IA générative peut aussi être utilisée dans un but de prédiction, que ce
soit dans une dimension spatiale ou temporelle. Des travaux ont utilisé
un GAN pour prédire des co-occurrences d’espèces végétales, c’est-à dire
quelles plantes avaient plus de probabilité de se trouver proche d’autre
type de plantes [160], à partir de vecteurs de présence-absence de ces
plantes. Les modèles ainsi entraînés peuvent servir de base pour réaliser
de l’apprentissage par transfert avec d’autres environnements. Des don-
nées plus complexes peuvent aussi bénéficier des capacités prédictives
des GANs dans un contexte temporel. Ainsi, des travaux ont réalisé des
prédictions de distributions de poissons récifaux en mer de Chine sur des
variables saisonnières de probabilité de présence de différentes espèces,
avec une architecture de GAN particulière : le retro-cycle-GAN. Il s’agit
d’une architecture qui permet d’utiliser des données générées en tant
que données d’apprentissage de manière cyclique, permettant des mo-
dèles plus robustes en particulier dans un contexte de prédiction de séries
temporelles [153]. Enfin, des GANs ont été utilisés en écologie du dépla-
cement pour prédire les trajectoires d’oiseaux marins [161]. Ces travaux
sont d’ailleurs poursuivis pour comparer aux GANs d’autres architectures
comme des modèles de diffusion sur la même tâche.
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Dans ces travaux, nous nous sommes intéressés aux mécanismes de l’at-
tractivité des visages, chez deux espèces, sous les angles différents et
complémentaires de la modélisation et de l’expérience empirique. Ces
approches nous ont permis de répondre à des hypothèses sur l’attractivité
des visages, à travers l’un de ses déterminants, la féminité, mais aussi plus
globalement sur la manière de modéliser la beauté.

Au-delà des réponses aux questions scientifiques, nous avons proposé
des approches basées sur des développements récents en intelligence
artificielle, plus particulièrement avec des réseaux de neurones, génératifs
et prédictifs.

Ces travaux peuvent servir de bases à des travaux futurs. Notre approche
de modélisation de la fluence propose de modéliser l’expérience esthétique
en s’intéressant à la manière dont est traitée l’information dans le système
visuel : ici à travers la sparsité du codage neuronal modélisée par un réseau
de neurones artificiels. Ce paradigme pourra être utilisé dans des études
futures, explorant par exemple d’autres formalisations mathématiques
de la fluence dans de tels réseaux. Utiliser l’IA générative pour créer des
stimuli pourra non seulement permettre des travaux dans le domaine de la
communication visuelle des primates, mais aussi en psychologie humaine.
Plus généralement, l’IA générative semble être un outil très prometteur
pour tester des hypothèses et apporter des éléments de réponse en écologie
et en évolution.
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ABSTRACT

Processing  fluency,  which  describes  the  subjective  sensation  of  ease  with
which  information  is  treated  by  the  sensory  systems  and  the  brain,  has
become one of the most popular explanation  to aesthetic appreciation and
beauty. Two  metrics  have  recently  been  proposed  to  model  fluency:  the
sparsity of neuronal  activation,  which characterizes the efficiency of neural
processing,  and  the  statistical  typicality,  which  describes  how  well  the
encoding of a stimulus matches a reference representation of stimuli of the
same  type.  Using  Convolutional  Neural  Networks  (CNNs)  as  a  model  for
human perception, this study compares the ability of these metrics to explain
variation  in  facial  attractiveness.  Our  findings  show  that  the  sparsity  of
neuronal activations is a more robust predictor of facial beauty than statistical
typicality.  Refining  the  reference  representation  to  a  single  ethnicity  or
gender did not increase the explanatory power of statistical typicality. Overall,
our  results  highlight  the  significance  of  neural  processing  efficiency  in
aesthetic judgments of facial beauty.
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INTRODUCTION

Beauty holds significant  influence across multiple  aspects of human life. It
shapes  our  perceptions,  judgments  (known  as  the  "halo  effect"  [1]),
preferences  [2],  and  thereby  guides  our  decision-making  across  diverse
arenas, such as personal relationships  [3] and consumer choices [4]. In the
realm of cognitive science, processing fluency—defined as the sensation ease
of  interpreting  sensory  information—has  gained  significant  attention  as  a
plausible determinant of people's evaluation of beauty  [5]. While  fluency is
currently  subjectively  measured  through  psychological  experiments,  few
studies have attempted to model it, and none have compared the capabilities
of existing models to predict beauty.

As a concept in aesthetic psychology, processing fluency provides a powerful
explanation  for a  wide range of aesthetic inclinations,  for  both  simple and
complex stimuli.  A preference for basic features such as symmetrical visual
patterns and high contrasts is explicable by their effortless processing [5–7].
More complex stimuli,  like fractal patterns, would be  appreciated for their
smooth  processing  as  well,  since  the  self-similarity  of  fractals  at  different
scales  makes  these  patterns  highly  predictive   [8,9].  Fluency  would  also
explain the attractiveness of prototypical representations [10]. Prototypes are
typified by  familiar  and easily discernible  features, and thus prototype-like
stimuli are processed with ease, enabling rapid and accurate categorization
while  enhancing  memory  retention.  Regardless  of  their  specific  attributes,
prototypes  consistently  earn  preference  across  an  array  of  stimuli,
encompassing biological, inanimate, and abstract forms [10–12].

Fluency, therefore, has a high explanatory power, and using this concept to
predict  beauty  would  have  numerous  technological  applications,  but  also
fundamental  implications,  for  instance,  in allowing to study  beauty in non-
human  animals  [13].  However,  the  explanatory  and  predictive  capacity  of
fluency is limited by the scarcity and current limits of studies aiming to model
this concept. Early research in modeling processing fluency primarily focused
on objective  measures of  feature repetitions in  stimuli,  such as  symmetry,
contrast, and self-similarity, for visual stimuli [14]. While these metrics could
provide  valuable  insights,  they  predominantly  focus  on  the  stimulus  itself,



assuming that the studied features ease information processing. Yet fluency is
fundamentally  rooted  in  the  interaction  between  the  stimulus  and  the
perception  of  the  beholder,  and  thus  more  accurate  metrics  should  target
features as they are processed by the perceptual system. 

A  first  step  in  modeling  fluency  is  therefore  to  model  the  processing  of
features  using  a  model  of  perception.  The  development  of  such models  is
uneven  across  the  different  sensory  modalities,  and  is  by  far  the  most
advanced for visual perception, on which we will focus in this study  [13,15].
As  demonstrated  in  numerous  studies  [16,17],  Deep  Convolutional  Neural
Networks  CNNs  have  recently  emerged  as  powerful  models  of  visual
information  processing,  from  low-level  feature  extraction  to  high-level
semantic  interpretation.  Just  like  how  our  visual  system  processes
information,  CNNs start  by  extracting  simple  features  such as  edges  and
contours in their initial layers. As the information flows through the network,
the recognition of increasingly intricate features takes place, which parallels
our visual system's ability to discern complex objects or scenes by combining
simpler constituent elements. By studying neuronal activations within CNNs,
which represent the response of different neurons of each layer to specific
image inputs, we can thus gain valuable insights into how biological vision
processes visual information.

The second step in modeling fluency is to choose a metric that characterizes
the ease of information processing. Inspired by the information theory applied
to biological systems [18], some authors have proposed to model fluency using
the  sparsity  of  the  neuronal  activation  [14,19].  Sparsity  measures  the
concentration of neuronal activity in a specific subset of features or patterns.
A sparse stimulus thus activates only a few neurons simultaneously, leading to
a  low-cost,  efficient  processing  of  information  [20].  Using  the  sparsity  of
neuronal activations to estimate fluency fits the prediction of Winkielman et
al. [21], that “fluent patterns should be represented by more extreme values of
activation”. Previous studies have provided empirical evidence supporting the
link between sparsity and beauty. For instance, using a model of information
processing in the primary visual cortex, [19] have shown a positive correlation
between the sparsity of neuronal activations and the perceived attractiveness



of  female  faces.  Furthermore,  sparsity  has  been  identified  as  a  robust
predictor of face attractiveness compared to other factors such as body mass
index,  sexual dimorphism, averageness, and asymmetry  [22]. Very recently,
one study evaluated the ability of the sparsity of neuronal activations within a
CNN to explain variation in the beauty of faces and artistic paintings [23]. The
authors showed that sparsity alone could explain up to 28% of the variance in
beauty scores.

Another metric of fluency proposed in the literature is the statistical typicality.
Typicality describes the extent to which a stimulus aligns with an average
representation. It is based on the underlying assumption that individuals form
mental representations of averageness for various categories based on their
past experiences and exposure to stimuli. Typicality is thus closely related to
familiarity,  which  has  been  a  well-studied  factor  influencing  fluency  in
psychological  studies  [7].  Ryali  and  colleagues  [24] demonstrated that  the
attractiveness of a face is partly explained by its statistical typicality, defined
as the likelihood of the face image relative to an internal representation of the
face distribution. The authors used the Active Appearance Model (AAM) as a
model of face perception, which is built from features describing the shape
and texture of faces. They then showed that the attractiveness of a given face
can be predicted from its likelihood estimated from the distribution of faces of
the same gender. 

The contribution of this study is threefold. First, we propose a new model of
fluency that applies  the  statistical  typicality  metric to convolutional  neural
networks  (CNNs).  More  precisely,  for  each layer  of  the  CNN the  method
estimates the likelihood of a stimulus encoding given a reference distribution
of  encoded features. The method thus extends previous applications of the
statistical  typicality  ([24];  see  also  [25] )  to  a  model  of  perception  that
describes visual information processing as it operates throughout the retina
and the ventral stream of the visual system, and that is not specific to one
visual domain (as is, e.g., the AMM model). Second, we aim to compare the
ability of sparsity and statistical typicality computed in CNN layers to explain
variation in the attractiveness of human faces. Attractiveness is arguably the
strongest  determinant  of  facial  beauty,  to  a  point  that  both  terms  are



generally used interchangeably  in the psychological  literature  [2].  For this
purpose,  we  used  the  publicly  available  Chicago  Face  Dataset  [26],  a
comprehensive  collection  of  face  images  with  empirical  scores  of
attractiveness. We encoded each face with a CNN, calculated its sparsity and
likelihood at each layer, and trained two regression models (one with sparsity,
the other with  likelihood)  to  predict  attractiveness. Third,  we examine the
extent  to  which  the  ability  of  statistical  typicality  to  explain  facial
attractiveness  is  influenced  by  the  choice  of  the  reference  distribution.
Specifically, we investigate whether specializing the reference distribution to
include only faces of a single gender and/or a single ethnic group improves
the ability of likelihood to predict attractiveness.

MATERIAL AND METHODS

1. Materials

We  modeled  the  fluency  of  processing  portrait  images  of  Chicago  Face
Dataset  (CFD  hereafter;  [26]).  This  dataset  contains  standardized
photographic  portraits  of  individuals  aged 17 to 65,  spanning  a variety  of
ethnic backgrounds, including East Asian,  Black,  Hispanic, and White, with
balanced representation across genders. We use a subset of 597 portraits of
CFD,  each  depicting  a  neutral  expression,  frontal  view,  and  standardized
attire.  This  dataset  also  includes  ratings  of  attractiveness,  evaluated  by
independent  judges.  Each  portrait  is  associated  with  one  mean  score  of
attractiveness.

2. Modeling face processing using CNNs

To  model  the  visual  processing  of  faces,  we  compared  two  Convolutional
Neural Networks (CNNs), VGG16  [27] and VGGFace [28], that have been pre-
trained  on  the  ImageNet  and  VGGFace  datasets,  respectively.  VGG-16
includes 13 convolutions and two fully connected layers. ImageNet is a large
dataset  of  14  million  images  depicting  about  20,000  categories  including
people, plants, animals and human-made objects. VGG16 trained on such a
large and varied dataset allows modeling a visual cortex that is not specialized



to  one  specific  task  [29,30].  In  contrast,  VGGFace  is  a  variant  of  VGG16
specifically tuned for face recognition. The VGGFace dataset includes images
capturing variations in facial expressions, angles, and lighting conditions. The
fine-tuning of VGGFace to this dataset allows the entire network to adapt to
face-specific features across all layers.

3. Metrics of fluency

In a CNN, the output of a convolutional layer is a matrix of size HxWxC where
each entry represents the activation of a “neuron”. The dimension C describes
the number of channels, each embodying a unique feature, such as a distinct
contrast or edge orientation. HxW is termed a feature map, describing where
in the image a feature is present; H and W are the height and the width of the
feature map, respectively. 

Statistical typicality

The first metric of fluency investigated is statistical typicality,  calculated in
three steps. The first step reduces the dimensionality of the HxWxC matrices.
As the images traverse through a pre-trained network, a multitude of feature
maps are generated from the different layers. Some of these feature maps
have an extensive number of activations (for instance,  the first convolution
layer of  VGG16 outputs  3,211,264 activations), rendering the estimation of
statistical  typicality  computationally  intractable.  We  compared  three
strategies of dimensionality reduction. In the first strategy, we performed one
Principal  Component  Analysis  (PCA)  per  layer  (“layer-wise  PCA”),  thus
considering all activations (ie, after flattening the HxWxC matrix). We kept the
number of principal components allowing to account for 80% of the variance
in activations [32]. This number varied across layers and datasets (between 28
and 622).  In  the  second strategy,  a  PCA was applied  individually  to  each
feature map, preserving the components allowing to account for 80% of intra-
map variance. The components from all feature maps within a specific layer
were  then  concatenated  and  reduced  further  using  a  second  PCA,  again
keeping the number of principal components allowing to account for 80% of
the variance. In the third strategy, one first calculated the mean activation of
each feature map and then concatenated all the means into a single vector for



each layer. Despite their potential interest, in particular the low computation
cost of the third strategy, neither the second nor the third strategy improved
our  results  compared  to  the  first  one.  We  thus  here  only  present  results
obtained with the first strategy, based on a layer-wise PCA.

The  second  step  for  measuring  statistical  typicality  was  to  establish  a
reference distribution of encoded features. Following the approach proposed
by others  [24,25],  reference  distributions  were  represented  by  Probability
Density Functions (PDFs; one PDF per layer) from the reduced (by the layer-
wise PCA) activations of all encoded portraits of a reference dataset. We used
FairFace  as  a  reference  dataset  [33],  a  collection  of  face  portraits  with  a
perfectly balanced representation of ethnic, gender, and age classes, enabling
us to build an unbiased model of statistical typicality. PDFs were estimated
from a balanced subset of 1,000 portrait images from FairFace. This number
was chosen to allow a comparison of results when changing  the reference
dataset (see the section on the Influence of the reference dataset).

We estimated each PDF with Gaussian Mixture Models (GMMs),  using the
principal  components  as  the  variables  in  the  Gaussian  models.  With  their
capacity  to  combine  simple  Gaussian  density  functions  or  "Gaussian
components",  GMMs  adeptly  capture  the  complexity  of  the  underlying
distribution of facial features. We determined the optimal number of Gaussian
components with the Bayesian Information Criterion (BIC), setting an upper
limit to 20 components.

In the third step,  we used PDFs calculated from the reference datasets to
estimate the log-likelihood (LHH) of each image of the Chicago Face Database
(CFD),  for  every  layer  of  the  CNN.  This  was  done  after  projecting  the
activation  values  of  each  image  of  CFD  onto  the  principal  components
calculated using the FairFace dataset. 

One limitation of GMMs is their sensitivity to singularities. Concretely, this
means that one gaussian component can be fitted onto a single outlier, thus
inflating the LLH of images located close to this outlier in the feature space.
To mitigate this potential issue, the LLH of an image was calculated as the
median value obtained after 100 replications of the analysis (including the



second and third steps described previously, but not the first, dimensionality
reduction  step,  because  the  layer-wise PCA is  deterministic  and  thus  was
performed  only  once).  Using  Bayesian  Mixture  Gaussian  Models  as  an
alternative to address the problem of singularities yielded similar results but
at much higher computational cost (results not shown). 

Figure 1. Pipeline for estimating the statistical typicality of faces.  Images of
the FairFace dataset are first encoded with a CNN (VGG16 or VGGFace). For each
layer of the CNN, the dimensionality of the activation space describing the encodings
is then reduced using a layer-wise principal component analysis (PCA), keeping only
the  principal  components  (PCs)  explaining  80% of  the  variance.  One  probability
density function (PDF) per layer is estimated using Gaussian Mixture Models (GMM)
fitted onto the retained PCs. In a second step, images of the CFD dataset are encoded
as in the first step, and their log-likelihood (LLH) calculated for each layer using the
previously  calculated  PDFs.  This  entire  process  is  repeated  100  times,  and  the
statistical typicality is eventually calculated as the median of all repetitions.

Sparsity

The  second  metric  of  fluency  is  activation  sparsity,  which  measures  the
concentration of neuronal activity in specific features. We used the method
described in detail in [23]. Briefly,  we quantified sparsity using the Gini index
[31].  To  do  so,  we  flattened  the  activation  matrices  into  one-dimensional
vectors and sorted the vectors in ascending order. The Gini index was then
computed using the formula:

Gini = (Σ(2 * i - n - 1) * xᵢ) / (n * Σxᵢ)



where, n is the total number of activations in the layer (vector length) and xᵢ
the activation value at index i. Higher Gini indices indicate a higher degree of
sparsity, reflecting a more selective activation. 

4. Statistical analyses

Using  the  face  portraits  of  CFD,  we  assessed  the  ability  of  layer-wise
statistical  typicality  (LLHs)  and  sparsity  of  activations  calculated  from all
convolutional  and fully  connected layers  (‘AllLayers’  models,  see below)  to
predict  facial  attractiveness.  We  conducted  a  regression  analysis  with
attractiveness as the response variable, and the LLHs or sparsity values of
every  layer  as  independent  variables.  Our  first  model  involving  statistical
typicality can be expressed as:

Attractiveness ~ ∑(a_l * LLH_layer_l),  

with l varying from 1 to N, LLH_layer_l representing each layer's LLH and a_l
the regression coefficient.

We similarly defined our model for sparsity as:

Attractiveness ~ ∑(b_l * Sparsity_layer_l),

with  l varying  from  1  to  N  (the  number  of  layers  for  VGG  or  VGG16),
Sparsity_layer_l  indicating  the  sparsity  of  layer  l and  b_l the  regression
coefficient.

We employed ridge regression models, rather than classical linear regression
models, to address the inherent collinearity among layers, due to the fact that
layer outputs are inputs of the following layers. Ridge regression effectively
handles  multicollinearity  and  overfitting  by  applying  a  regularization  that
balances  model  complexity  and  generalization  [34].  We  performed  ridge
regressions  using  the  glmnet package  in  R  and  a  10-fold  cross-validation
repeated 10 times. For ridge regression (α=1), we explored a range of penalty
values  (λ),  spanning  from  10^2  to  10^−4.  Both  the  predictors  and  the



response were centered and scaled prior to the analysis.  The coefficient of
determination, R², is the explained variance of attractiveness.

In addition to our primary focus on 'AllLayers',  we delved into the distinct
subsets  of  the  VGGFace  neural  network  layers.  These  subsets  included
'LastConvLayer',  'PoolingLayers',  'ShallowLayers',  'MiddleLayers',  and
'DeepLayers'. Each subset represents a specific arrangement of layers, with
breakdowns  detailed  in  the  supplementary  information  Figure  S1.  By
analyzing  these  subsets,  we  aimed  to  unravel  how  different  layers  of  the
neural network contribute to facial attractiveness predictions.

5. Influence of the reference dataset

Previous  research  suggested  that  the  categorization  of  faces  according  to
gender and ethnicity can impact perceived attractiveness  [35,36].  We then
investigated  if  a  more  specialized  reference  Probability  Density  Function
(PDF)  —  built  using  a  reference  dataset  tailored  more  specifically  to  a
particular gender, ethnic group, or a combination of the two — could enhance
the ability of statistical typicality to explain variation in attractiveness.

We used the gender and ethnic categories of FairFace to build 15 reference
datasets, each containing exactly 1,000 images (see details in Table 1). These
15 datasets can be categorized into four types of reference datasets differing
in  the  level  of  specialization:  “all”,  “ethnicity”,  “gender”  and  “ethnicity  x
gender”. We consider that “ethnicity x gender” represents a more specialized
reference dataset than “ethnicity” and “gender”, which are themselves more
specialized  than  “all”.  Ethnic  and  gender  categories  were  kept  balanced
within the “all”, “ethnicity” and “gender” reference datasets. As previously,
we estimated PDFs (one per layer) for each reference dataset. Then, for each
image  of  one  combination  of  gender  and  ethnic  category  of  CFD,  we
calculated  its  LLHs  with  the  different  reference  datasets.  For  Asian  male
individuals, for example, we calculated LLHs of all images of Asian males of
the  CFD  dataset  considering  PDFs  estimated  from a  reference  dataset  of
1,000 portraits of FairFace depicting either i) individuals of both genders and



all (Asian, Black, White, Latino) ethnic groups (“all” reference dataset), ii) all
Asian  males  and  females  (“ethnicity”),  iii)  males  of  all  ethnic  groups
(“gender”), and iv) Asian males only (“ethnicity x gender”) (Figure 2). 

To  mitigate  the  problem of  having  a different  number  of  images  between
gender  and  ethnic  categories  in  CFD  (R²  is  influenced  by  the  number  of
observations, and adjusted-R² cannot be calculated in a ridge regression), we
randomly sampled 52 images from each category, equivalent to the minimum
number of images present in any category.  This sampling was repeated 20
times.

For each reference dataset, we thus obtained a set of LLHs (one per layer),
which were as previously used in a ridge regression model to explain facial
attractiveness. However, to address the challenge of having a large number of
regressors  relative  to  the  number  of  observations  (only  52  observations),
rather than using raw LLHs values in the regression models, we reduced the
number  using  a PCA.  The first  5  principal  components  (PCs)  cumulatively
explained between 92% to 98% of variance. We calculated R² for each ridge
regressions,  using  cross-validation  as  above.  To  test  the  hypothesis  that  a
more specialized reference dataset leads to higher R² values, we then used a
Generalized Linear Mixed Model (GLMM) with the R² (derived from the mean
of  the  20  repetitions)  as  the  response  variable  and  the  type  of  reference
specialization (categorical, four levels, see Table 1) as explanatory variable.
The  categories  of  “ethnicity  x  gender”  within  the  CFD  dataset
(CFD_Categories_“ethnicity  x  gender”)  were  included  as  a  random  effect
(categorical variable, eight levels, see Table 1) in the model. The model was
thus expressed as: 

R² ~   PC1(LLH) + PC2(LLH) + PC3(LLH) + PC4(LLH) + PC5(LLH) +
ReferenceSpecializationType + 1|CFD_Categories_“ethnicity x gender”

The model was fitted using lme4, and results presented using sjPlot in R. 



Figure 2.  Log-Likelihood (LLH) calculation using different reference datasets
- An example using the Asian males category. LLH values for Asian males in the
Chicago Dataset were calculated using four types of reference dataset: 'all', 'Asian'
(ethnicity-specific  subset  from  FairFace),  'Males'  (gender-specific  subset  from
FairFace), and 'Asian Males' (ethnicity and gender-specific subset from FairFace). To
address the variation in the number of images for each gender and ethnic category
within the CFD dataset (see Table 1), we randomly selected a set of  s=52 images
from each category, which corresponds to the smallest category size. The derived
LLH values underwent dimensionality reduction using PCA, resulting in the first 5
principal  components  (PCs).  These  5  PCs  were  then  incorporated  into  a  ridge
regression model trained to predict facial attractiveness. This sampling process was
carried out 20 times to ensure consistency. The process delineated in the figure is
representative of the method applied to all 15 categories (Table 1).

Table 1. Description of Reference datasets built from FairFace dataset. Each
reference dataset includes 1,000 images randomly sampled from the entire FairFace
dataset (FaireFace_All), or from a subset of a single gender, a single ethnicity or a
single gender of a single ethnicity. The column “Genders & ethnic groups'' indicates
the composition of the subset.

Genders & ethnic groups
Reference specialization

type Reference dataset identifier

all all FairFace_All

Asian, both genders ethnicity FairFace_A

Black, both genders ethnicity FairFace_B

Latino, both genders ethnicity FairFace_L

White, both genders ethnicity FairFace_W

Females, ethnicity gender FairFace_F



males, all ethnicity gender FairFace_M

Asian females
ethnicity x gender

FairFace_AF

Black females
ethnicity x gender

FairFace_BF

Latino females
ethnicity x gender

FairFace_LF

White females
ethnicity x gender

FairFace_WF

Asian males
ethnicity x gender

FairFace_AM

Black males
ethnicity x gender

FairFace_BM

Latino males
ethnicity x gender

FairFace_LM

White males ethnicity x gender FairFace_WM

Table 2.   Description of the subsets of the Chicago Face Dataset.  CFD has
been split into subsets including a single gender, a single ethnicity or a single gender
of  a single ethnicity  (column “Genders  & ethnic groups”).  Each subset of CFD is
analyzed with each reference dataset indicated in the column “Reference datasets
compared”.

Genders &
ethnic groups

Test dataset
identifier

Number of
images Reference datasets compared

Asian females CFD_AF 57
FairFace_All/FairFace_A/FairFace-F/

FairFace_AF

Black females CFD_BF 104
FairFace_All/FairFace_B/FairFace-F/

FairFace_BF

Latino females CFD_LF 56
FairFace_All/FairFace_L/FairFace-F/

FairFace_LF

White females CFD_WF 90
FairFace_All/FairFace_W/FairFace-F/

FairFace_WF

Asian males CFD_AM 52
FairFace_All/FairFace_A/FairFace-M/

FairFace_AM

Black males CFD_BM 93
FairFace_All/FairFace_B/FairFace-M/

FairFace_BM

Latino males CFD_LM 52
FairFace_All/FairFace_L/FairFace-M/

FairFace_LM
White males CFD_WM 93 FairFace_All/FairFace_W/FairFace-M/



FairFace_WM

RESULTS

Comparing statistical typicality and sparsity
We first evaluated the ability of statistical typicality, measured from the LLH
of  face encodings  at  each layer  of  the  CNN,  to  explain  variation  in  facial
attractiveness. Using portrait  images of FairFace as a reference dataset to
calculate the LLHs of images of the CFD dataset, we found that statistical
typicality explains 8% of variance in facial attractiveness (R²) with VGG16, and
11% with VGGFace (Figure 3A). 

In  comparison,  sparsity  accounted  for  27%  and  23%  of  the  variance  in
attractiveness  with  VGG16  and  VGGFace,  respectively  (Figure  3B).  These
results suggest that variation in the sparsity of neuronal activations triggered
by facial features explain variation in attractiveness more than the statistical
typicality of these facial features does. 

We then investigated whether we could increase the explanatory capacities of
statistical typicality by including LLHs from a subset of VGGFace layers, the
CNN  that  yielded  the  highest  R²  for  this  fluency  metric,  rather  than
considering  all  layers.  We  considered  four  subsets  of  layers:  regression
models  with  'LastConvLayer'  include  the  last  convolutional  layer  of  each
block,  'PoolingLayers'  models  includes  all  pooling  layers,  'ShallowLayers',
'MiddleLayers' and 'DeepLayers' models include early, mid-tier and the deeper
layers  of the network,  respectively.  The specific layers included in each of
these subsets are detailed in Figure S1. With none of these subsets the R²
score surpassed the one reached by sparsity. More precisely, we found that
the fraction of explained variance was lower compared to when considering all
layers, except with the 'DeepLayers' subset that yielded similar performances
(11% of explained variance of attractiveness; Figure S1). 



Figure 3. Comparison of explained variance of attractiveness (R²) using sparsity and 
statistical typicality metrics derived from VGG16(Imagenet) and VGGFace 
architectures. 

Influence of reference dataset specialization

In  the previous analysis  of  statistical  typicality,  we found a slightly  higher
explanatory power when using VGGFace compared to VGG16 with the weights
of Imagenet. This could be due to the specialization of VGGFace to process
faces, leading to PDFs that are more tightly tuned to facial features and thus
to more meaningful values of LLH. We thus wondered whether the statistical
typicality metric would be more powerful when specializing the PDFs even
further,  such that  LLHs are  calculated in  reference  to  one  gender  or one
ethnic group only, or even one gender of one ethnic group, rather than all
faces considered together. 

To  investigate  the  role  of  specializing  the  reference  datasets  and  PDFs
further, we performed a regression model with the R² of the 15 models with
different  levels  of  specialization  (Figure  S2)  as  a response variable.  When
analyzing  the  different  levels  of  the  categorical  variable  “Reference
specialization type”, we found that 'ethnicity x gender' (estimate = -0.03, 95%
CI [-0.06, 0], p = 0.027; Table 2) significantly but negatively influenced the
explanatory  power  of  statistical  typicality.  This  result  indicates  that
specializing the reference dataset and associated PDFs does not increase the



ability of statistical typicality to explain variation in facial  attractiveness. On
the contrary, we obtained the best performance when using the All reference
dataset,  that is, when images were sampled across all  genders and ethnic
groups  of  the  FairFace dataset.  Importantly,  variation  in  R² is  not  due  to
differences  in  sample  size,  which  were  kept  constant  across  datasets  (52
images). 

Table 2. Influence of reference dataset specialization on facial attractiveness 
prediction.  Results from GLMM analysis exploring how different reference 
specialization types – ‘ethnicity', ‘gender', and ‘ethnicity x Gender' – influence the 
accuracy of predicting facial attractiveness. Fixed effects include the number of 
photos from CFD categories, while random effects encompass the 8 
Categories_“ethnicity x gender” from CFD images (as detailed in Table 1). The 'All' 
reference specialization type, with diverse images across genders and ethnicities, 
demonstrates significantly better predictive accuracy than 'ethnicity' and 'ethnicity x 
gender’ reference specialization types.

Predictors
Estimate

s CI p
(Intercept) 0.32 0.28 – 0.35 <0.001
Reference specialization type 
[ethnicity] 
(ref: All) -0.02 -0.05 – 0.01 0.135
Reference specialization type 
[Gender] 
(ref: All) -0.02 -0.05 – 0.01 0.112
Reference specialization type 
[ethnicity x gender]
(ref:All) -0.03 -0.06 – 0.00 0.027
Random effects
N CFD_Categories_“ethnicity x
gender” 8
Observations 32
Marginal R²/ Conditional R² 0.044 / 0.593

DISCUSSION

The objective of this study was to compare two metrics of fluency – one of the
main  determinants  of  beauty  –  in  predicting  facial  attractiveness.  By
comparing statistical models performed with the same dataset and including



the same number of  explanatory variables, we showed that the sparsity of
neuronal  activations  is  a  better  predictor  than  the  statistical  typicality  of
features.

This result sheds light on the neural mechanisms involved in the sensation of
fluency studied in psychology. By analyzing the different types of preferences
involved in fluency, Renoult and Mendelson [13] proposed that a stimulus is
fluent when it is processed either with efficacy by the brain, meaning with
high-quality  processing  and  therefore  minimal  information  loss,  or  with
efficiency, meaning optimal resource utilization. The question of whether it is
the  efficiency  or  rather  the  efficacy  of  processing  that  explains  the
attractiveness of such stimuli has remained unaddressed. For example, it has
been shown that prototypes are attractive because they are easy for the mind
[37],  but  ease can equally  describe efficiency  and efficacy.  Prototypes  are
effective stimuli because they are most quickly and precisely categorized and
stored  the  longest  in  memory  [37].  However,  prototypes  are  also  efficient
because they  only  need to  stimulate  a few highly  selective  neurons  to  be
recognized  [38].  Sparsity  measured  through  the  Gini  index  characterizes
efficiency.   However,  like  typicality  statistical  typicality  measured  through
LLH can describe either efficacy, efficiency, or both . Accordingly, we found
that across CNN’s layers statistically typical faces are also sparsely encoded
(mean Pearson correlation between sparsity and LLH: R=0,4 for VGG, R=0,15
for VGGFace).  Our results thus provide evidence that fluency corresponds to
processing efficiency more than processing efficacy. 

The correlation between LLH and sparsity is low to moderate, though, and
thus  it  is  possible  some  information  about  attractiveness  conveyed  by
statistical typicality is not accounted by neuronal sparsity. Dibot et al.  [23]
analyzed the contribution of the sparsity of individual CNN’s layers and found
that the first  layers  of  VGG16-Imagenet explained most of  the  variance in
facial beauty. This result is consistent with that of Renoult  et al.  [19], who
showed  that  activation  sparsity  in  a  model  of  the  primary  visual  cortex
explains up to 17% of the variance. Indeed in VGG16 the first convolutional
layers  have been shown to  model  feature extraction  as  it  operates  in  the
primary visual cortex [17]. In contrast, with statistical typicality we found that



the fraction of explained variance was the highest for the deeper layers (11%),
and adding  information  from the  shallower  layers  did  not  increase the  R²
score further. In a CNN, the deeper layers encode complex patterns and their
arrangement at the largest spatial level; for faces, this means the shape and
coloration of facial elements (i.e. the nose, the mouth, the eyes) but also their
relative position in the face  [39]. At his configural level of perception, high
statistical  typicality  thus  likely  increases  the  ability  to  recognize  a  face
individually and to memorize it.  Thus, while fluency could be driven by the
efficiency of information processing in the early stages of the visual system, it
may  be  more  strongly  influenced  by  efficacy  in  the  later  stages  of  the
processing pathway. It is noteworthy that, if they affect different stages of the
information  processing  pathway,  efficacy  and efficiency  could  nevertheless
both influence the overall fluency. Indeed, previous studies in psychology have
shown that the ease of processing information at different stage of the visual
system, as measured by detection time in the early stages and recognition
performance in  the later stages,  triggers  micro-experiences of  fluency  that
aggregate into one global sensation of fluency  [5,40]. To investigate further
whether  and  how  sparsity  and  typicality  differently  influence  fluency  at
different stages of visual  perception, future studies should aim to correlate
these metrics with empirical measures of fluency in detection and recognition
tasks. 

One previous study analyzed facial attractiveness using the CFD dataset and a
metric of statistical typicality based on Log-Likelihood (LLH)  [24]. However,
while we employed CNNs to model perception, this study used an alternative
method  (AAM).  The  authors  found  a  strong  correlation  (r=0.386,
corresponding to R² = 0,15) between attractiveness ratings and the LLH of
the stimuli. Their model integrates both low (texture) and high-level (global
form)  information,  analogous  to  the  deeper  layers  of  our  network.  These
results roughly align with our own results (R² = 0,15 mostly explained by the
deepest  layers),  confirming  the  importance  of  configural  perception  and
statistical typicality when evaluating facial beauty.

To  give  statistical  typicality  the  maximum  of  chances,  we  explored  the
possibility of using a reference distribution refined to a specific type of face.



We incorporated these refinements based on previous results showing that the
brain  could  interpret  face  signals  in  ethnic  or  gender-related  subgroups
[24,41–43]. We then explored different reference distributions, focused on one
ethnic group, one gender, or one gender of a given ethnic group. However, we
did not find evidence that refining the reference distribution increases model
performances. At first glance, this result might appear contradictory to prior
research  indicating  that  facial  attractiveness,  when  multiple  groups  are
considered, correlates with how closely a face matches the prototype of its
group. For instance, studies have found that computer-generated Caucasian
and African-American faces gain attractiveness as they more closely resemble
the  average  features  of  their  racial  group  [35].  Our  results  may  not
necessarily be contradictory,  though:  our perceptions of beauty are deeply
woven with exposure to various faces and the prototypes we form over time.
Rhodes et al.  (2003) emphasized that our engagements with a spectrum of
faces shape  our  conception  of  the  'ideal'  face  [12].  Extending  this  notion,
researchers like Lewis (2010) and Rhodes et al. (2005) posit that we might
cultivate a 'composite' facial image that amalgamates average features from
diverse  groups,  suggesting  that  our  evaluations  of  attractiveness  are  not
strictly conditioned by factors like ethnicity or gender. This hypothesis could
explain why focusing the reference distribution on one specific category—be it
gender,  ethnicity,  or  their  intersection—didn't  enhance  attractiveness
predictions.

In  conclusion,  modeling  fluency  in  perception  involves  capturing  how  a
stimulus  is  processed  within  an  observer's  brain.  In  this  research,  we
leveraged the potential of Convolutional  Neural Networks (CNNs) to model
this  processing  within  the  visual  system.  Although  previous  studies  have
employed CNNs to  forecast beauty,  they largely investigated the ability  of
features  to  directly  predict  attractiveness  (e.g.,  [32]).  In  contrast,  fluency
characterizes how the visual system processes these features, thereby making
it independent of the inherent meaning or nature of these features. Our use of
CNNs allowed us to probe the underlying neural mechanisms of fluency. We
discovered  that  the  sparsity  of  neuronal  activation,  which  portrays  the
efficiency of neural information processing, appears to be a more powerful
determinant of beauty than statistical typicality. This finding underscores the



importance of  taking into  consideration the processing cost  when studying
attractiveness.

SUPPLEMENTARY DATA



Figure  S1.  Comparison  of  explained  variance  of  attractiveness  (R²)  using
subset  of  layers  of  VGGFace.  AllLayers: all  available  layers  of  VGGFace.
LastConvLayer: layers  block1_conv2,  block2_conv2,  block3_conv3,  block4_conv3,
and  block5_conv3.  PoolingLayers:  layers   block1_pool,  block2_pool,  block3_pool,
block4_pool,  and  block5_pool.  ShallowLayers: layers  input_1,  block1_conv1,
block1_conv2,  block1_pool,  block2_conv1,  block2_conv2,  and  block2_pool.
MiddleLayers: Layers  block3_conv1,  block3_conv2,  block3_conv3,  block3_pool,
block4_conv1,  block4_conv2,  block4_conv3,  and  block4_pool.  DeepLayers: layers
block5_conv1, block5_conv2, block5_conv3, block5_pool, fc6, fc7, fc8, and flatten.



Figure  S2.  Explained  variance  of  attractiveness  (R²)  for  the  8
Categories_“ethnicity x gender” from CFD images (CFD_AF, CFD_AM, CFD_BF,
CFD_BM, CFD_LF, CFD_LM, CFD_WF and CFD_WM) by reference specialization
type – ‘All’ (red), ‘ethnicity'(green) , ‘gender' (blue), and ‘ethnicity x Gender' (pink).
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Résumé

Les visages, cet ensemble de signaux visuels constitués de couleurs, de motifs, de textures et de mouvements,
jouent un rôle fondamental dans les interactions entre les individus, chez de nombreuses espèces. La question
de l’origine des préférences pour certains visages plutôt que pour d’autres est complexe et peut être explorée
à l’aune de plusieurs disciplines : sciences de l’évolution, écologie, neurosciences, psychologie ou encore
philosophie. Nous montrons dans cette thèse comment l’intelligence artificielle peut créer un pont entre ces
différentes disciplines.

Le Projet Mandrillus, projet de terrain de long-terme situé au sud du Gabon, étudie depuis plus de 10 ans cette
communication au sein d’une population de 250 mandrills (Mandrillus sphinx), un singe des forêts équatoriales
d’Afrique Centrale. Des travaux récents ont notamment montré une corrélation entre la féminité des visages
des mandrills et leur attractivité pour des congénères. Alors que chez les humains, ce lien est positif, chez les
mandrills il est négatif.

Un premier objectif de cette thèse est de valider expérimentalement ces résultats, qui n’ont pour le moment
été obtenus qu’avec des études corrélatives. En conditions contrôlées avec des mandrills en captivité, nous
avons testé l’attractivité d’images générées artificiellement et variant selon un paramètre de féminité, qui ont
confirmé et renforcé ce lien négatif entre féminité et attractivité.

Pour faire varier le paramètre de féminité, nous avons eu recours à l’intelligence artificielle (IA) générative,
qui permet de créer des images artificielles à partir d’images réelles en faisant varier certaines caractéristiques
spécifiques. Le développement méthodologique d’une approche d’IA générative applicable à des expériences
comportementales, avec les mandrills ou d’autres espèces animales, constitue le deuxième objectif de la
thèse.

Au-delà de la synthèse et la manipulation de stimuli visuels, l’IA peut éclairer les processus communicatifs entre
animaux, ainsi que leur évolution, de part ses similarités structurelles avec la perception visuelle biologique.
Certains réseaux de neurones artificiels convolutifs permettent ainsi de prédire l’activité du cortex visuel, et
de mieux comprendre le traitement cérébral de l’information. Le troisième objectif est de montrer comment
un modèle basé sur ce type d’approche peut prédire la beauté chez les humains.
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