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Résumé

Résumé — L’ostéosarcome (OST) est le cancer osseux primaire le plus fréquent qui touche
principalement les enfants et les jeunes adultes. Les OST sont caractérisés par une production an-
archique d’os par les cellules tumorales, associée à une grande complexité génomique entrâınant
une hétérogénéité spatio-temporelle de la tumeur et de son microenvironnement. L’hétérogénéité
intra-tumorale et interindividuelle qui en résulte est explorée à différentes échelles de types
génétique, moléculaire, tissulaire ou macroscopique. Le traitement de ces données multi-échelles
par des techniques numériques telles que l’IA ou la modélisation basée sur l’image, dans le but
de proposer des stratégies thérapeutiques personnalisées, est un domaine de recherche en plein
essor.
Ce travail de thèse s’inscrit dans cette démarche en prenant pour hypothèse qu’à l’échelle du mi-
croenvironnement, le tissu tumoral peut être considéré comme un milieux poreux multiphasique
réactif évoluant en espace et en temps. Cette géométrie tissulaire complexe associe des phases
continues osseuse, fluide et vasculaire aux phases discrètes des populations cellulaires impliquées
dans le développement tumoral et dans la réponse immunitaire. L’objectif de ces travaux est de
proposer de nouvelles méthodologies statistiques ainsi que les outils numériques associés perme-
ttant, à partir d’images histologiques et immunohistochimiques de routine clinique et ayant une
résolution spatiale sub-cellulaire, d’établir une quantification de l’hétérogénéité intra et inter-
tumorale de l’OST à l’échelle tissulaire. Ce travail interdisciplinaire est bâti sur la collaboration
entre l’Institut de Mécanique des Fluides de Toulouse et l’Institut Universitaire du Cancer de
Toulouse.
L’état de l’art présente le contexte clinique et l’appropriation des techniques d’imagerie his-
tologiques permettant de définir les questionnements scientifiques associés à cette thèse. Les
méthodologies de segmentation d’images basées sur des méthodes d’apprentissage machine, sont
par la suite développées. L’étape suivante du travail s’attache à la recherche de filtres linéaires et
non linéaires pour l’amélioration de la segmentation obtenue par méthode d’apprentissage ma-
chine seule. Ces développements basés sur une approche analytique permettent en particulier
d’interpréter de manière pertinente les filtres obtenus par des algorithmes du type Support Vector
Machine. La troisième partie des travaux de recherche propose des métriques de caractérisation
des images; métriques inspirées de la géostatistique. Des cartes de corrélations locales asso-
ciant les propriétés de la microarchitecture poreuse et la distribution des populations cellulaires
immunitaires, macrophages et lymphocytes, sont établies. La pertinence des méthodologies
développées est évaluée sur une cohorte de huit patients atteints d’OST et l’hétérogénéité spa-
tiale de la réponse au traitement est explorée. En dernier lieu, les outils numériques développés
dans cette thèse sont utilisés pour l’exploration mécanobiologique de l’hétérogénéité du microen-
vironnement, et ceci concerne l’étude des propriétés élastiques et de transport du milieu.
En conclusion, la méthodologie développée dans cette thèse a permis de quantifier la complexité
architecturale du microenvironnement tumoral en association à la distribution des cellules immu-
nitaires permettant l’exploration de marqueurs spécifiques de résistance aux traitements. Cette
approche originale à notre connaissance, permet de quantifier les phénomènes mécanobiologiques
à partir d’examens cliniques établis en routine. Elle peut contribuer à terme, à l’identification
de cibles thérapeutiques spécifiques aux patients.

Mots clés : Traitement d’images, machine learning, interprétabilité, modélisation
basée sur images, mécanobiologie, milieux poreux, ostéosarcome, immunohis-
tochimie, résistance au traitement
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ii Résumé

Abstract — Osteosarcoma (OST) is the most common primary bone cancer that mainly af-
fects children and young adults. OSTs are characterized by anarchic bone production by tumor
cells, associated with high genomic complexity resulting in spatiotemporal heterogeneity of the
tumor and its microenvironment. The resulting intra-tumor and inter-individual heterogeneity
is explored at different genetic, molecular, tissue or macroscopic scales. With the aim of propos-
ing personalized therapeutic strategies, the processing of these multiscale data by numerical
techniques such as AI or image-based modeling, is a rapidly growing research field.
This thesis is in line with this approach by assuming that at the microenvironment scale, the
tumor tissue can be considered as a reactive multiphase porous medium evolving in space and
time. This complex tissue geometry includes continuous bone, fluid and vascular phases and
discrete phases of cell populations involved in tumor development and immune response. The
objective of this work is to propose new statistical methodologies and associated numerical tools
allowing, from routine clinical histological and immunohistochemical images with a sub-cellular
spatial resolution, to establish a quantification of the intra and inter-tumoral heterogeneity of
the OST at the tissue scale. This interdisciplinary work is built on the collaboration between
the Institut de Mécanique des Fluides de Toulouse et and the Institut Universitaire du Cancer
de Toulouse.
The first part presents the clinical context and the histological imaging techniques allowing to
define the scientific questions associated with this thesis. Image segmentation methodologies
based on machine learning methods are then developed. The next step of the work focuses on
the research of linear and non-linear filters for the improvement of the segmentation obtained by
machine learning method alone. These developments, based on an analytical approach, allow to
interpret, in a relevant way, the filters obtained by algorithms such as Support Vector Machine.
The third part of the work proposes metrics for image characterization, inspired by geostatistics.
Local correlation maps associating the properties of the porous microarchitecture and the distri-
bution of immune cell populations such as macrophages and lymphocytes are established. The
relevance of the developed methodologies is evaluated on a cohort of eight patients with OST
and the spatial heterogeneity of the response to treatment is explored. Finally, the numerical
tools developed in this thesis are used for the mechanobiological exploration of the heterogeneity
of the microenvironment, by studying the elastic and transport properties of the medium.
In conclusion, the methodology developed in this thesis has allowed to quantify the architectural
complexity of the tumor microenvironment, in association with the distribution of immune cells,
allowing the exploration of specific markers of resistance to treatments. This original approach,
to our knowledge, also allows the quantification of mechanobiological phenomena from routine
examinations, and could contribute to the identification of patient-specific therapeutic targets.

Keywords: Image processing, machine learning, interpretability, images-
based modeling, mechanobiology, porous media, osteosarcoma, immunohisto-
chemistry, resistance to traitment

Institut de Mécanique des Fluides de Toulouse, Avenue du Professeur Camille Soula
Toulouse
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1.2 Hétérogénéité tumorale à l’échelle du micro-environnement . . . . . . . . . . . . 5
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[OS] Ostéosarcome
[MEC] Matrice Extra Cellulaire
[OC] Ostéoclastes
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[CD8, CD163, CD68, CD34] Marquages d’immuno-histologie, CD8 : lymphocytes T, CD163

: macrophages plutôt de bon prognostic, CD68 : macrophages et ostéoclastes plutôt de mauvais
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Chapter 1

Introduction

Contents
1.1 Ostéosarcome . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.1.1 Ostéosarcome: clinique . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1
1.1.2 Ostéosarcome: biologie . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3

1.2 Hétérogénéité tumorale à l’échelle du micro-environnement . . . . . 5
1.3 Hypothèse et approches proposées . . . . . . . . . . . . . . . . . . . . 7

Cette thèse propose une méthode d’analyse spatiale pour explorer l’hétérogénéité du mi-
croenvironnement tumoral, à partir d’images histologiques et immuno-histochimiques cliniques,
dans le contexte de l’étude de l’ostéosarcome. Ce chapitre d’introduction présente dans un
premier temps, une courte synthèse de la littérature concernant la compréhension actuelle de
l’ostéosarcome d’un point de vue clinique et biologique. Par la suite, une description de l’état
de l’art et des enjeux concernant l’étude de l’hétérogénéité du microenvironnement tumoral est
développée. Les questionnements et approches proposés seront détaillés dans la dernière section
de ce chapitre.

1.1 Ostéosarcome

1.1.1 Ostéosarcome: clinique

L’ostéosarcome (OST) est une tumeur osseuse maligne primaire rare (350 nouveaux cas/an en
France) qui touche principalement les enfants et les jeunes adultes de moins de 25 ans [1]. Il
s’agit du cancer osseux le plus fréquent, caractérisé par la production anarchique de matrice os-
seuse par les cellules tumorales [2]. L’OST survient dans les os à croissance rapide des patients
tels que le fémur, le tibia, l’humérus, principalement autour des plaques de croissance. À ce jour,
le traitement de l’OST consiste le plus souvent en des chimiothérapies néoadjuvantes 1 suivies
d’une résection chirurgicale conservatrice de l’os affecté, et en des chimiothérapies post-chirurgie
adaptées à la réponse au traitement initial [3]. L’évaluation initiale de la réponse au traitement
est réalisée par cartographie de la réponse, exprimée en pourcentage de cellules viables, sur
une section totale de la résection chirurgicale de la tumeur primitive. Les patients sont classés
comme ”bon répondeur” ou ”mauvais répondeur” au traitement, en fonction du pourcentage de
cellules tumorales viables (ou non nécrosées), avec un seuil fixé à 10% et ceci selon 4 grades.
Ainsi, les patients présentant un pourcentage de cellules tumorales nécrosées inférieur à 90%
sont classés comme mauvais répondeurs, et les autres, comme bons répondeurs ([4], table 1.1).

1Cycles de chimiothérapie précédent la chirurgie
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2 CHAPTER 1. INTRODUCTION

Grade Huvos et Rosen Chimiothérapie Pourcentage de cellules
tumorales nécrosées

Mauvais Répondeur Grade I Pas d’effet < 10%
Mauvais Répondeur Grade II Peu efficace 10 − 90%

Bon Répondeur Grade III Moyennement efficace 91 − 99%
Bon Répondeur Grade IV Très efficace > 99%

Table 1.1: Classification de la réponse au traitement par chimiothérapie néoadjuvante chez les
patients atteints d’ostéosarcome selon les grades de Huvos et Rosen, et critères associés.

L’OST se distingue des autres sarcomes par la production par les cellules tumorales d’une
matrice extra-cellulaire de type osseux, et d’étendue variable. On retrouve de fines lames
ostéöıdes ou épaisses travées ostéochondroblastiques. Dans la dernière classification de l’OMS
2020, les OST conventionnels de haut grade sont ainsi subdivisées en 3 sous-types : les formes
ostéoblastiques, les plus fréquentes, les formes chondroblastiques et les formes fibroblastiques
[1] tels qu’illustrées par leurs coupes histologiques en coloration H&E (Hemalun et éosine) dans
la figure 1.1. Une des caractéristiques de l’OST est qu’elle présente une grande complexité
génomique [5, 6, 7], responsable d’une hétérogénéité intratumorale, identifiable à différentes
échelles (par exemple au niveau génétique, métabolique, moléculaire, microscopique tissulaire
et cellulaire), variable d’un individu à l’autre, et évoluant dans le temps par l’acquisition
d’anomalies moléculaires supplémentaires.

Figure 1.1: Coupes histologiques (coloration H&E) des trois catégories conventionnelles a) os-
teoblastique, b) fibroblastique, c) chondroblastique, Centre de Ressources Biologiques - Cancer
de Toulouse.

La coloration à l’éosine-hemalun H&E (figure 1.2 a) marque principalement le collagène en
rose, le noyau des cellules en violet et les tissus cartilagineux en bleu. L’immunohistologie est une
autre technique de coloration (figure 1.2 b) qui marque en marron certains éléments possédant
un antigène par fixation d’anticorps puis de l’espèse chimique colorante. Ainsi, certaines cel-
lules du système immunitaire comme les macrophages,lymphocytes, ou les parois des vaisseaux
sanguins (cellules endothéliales) peuvent être marquées par immunohistochimie (voir chapitre 2).
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a b

Figure 1.2: a) Coupe histologique marquée à l’hémalun-éosine H&E, b) coupe immunohis-
tologique (marquage CD68). Ces marquages permettent de mettre en évidence les travées
osseuses (a : rose/violet, b : bleu), les noyau des cellules (a : violet, b : bleu pour les cel-
lules non marquées et marron pour les cellules marquées), les fibres (a : rose; b : bleu clair).
L’immunohistologie marque en marron des populations cellulaires cibles. Ces éléments sont in-
diqués plus précisément dans la figure 1.3

1.1.2 Ostéosarcome: biologie

L’étude biologique de l’OST est un problème extrêmement complexe en raison de la nature multi-
échelle de ces tumeurs d’un point de vue spatio-temporel, et en raison de son hétérogénéité à
différentes échelles. Chacune de ces échelles est généralement étudiée indépendamment et sans
lien quantitatif multi-échelle. Toutefois, nous assistons à l’émergence d’approches multimodales
et multi-échelles, qui en se développant, pourraient contribuer à la médecine personnalisée.

L’échelle génomique

Les techniques de séquençage de dernière génération ont confirmé le chaos extrême de l’OST,
l’attribuant dans plus de 90% des cas à l’apparition d’altérations chromosomiques massives et
complexes au cours d’un événement moléculaire cataclysmique unique. Récemment, l’analyse
évolutive des profils transcriptomiques sur des cellules tumorales isolées (scRNAseq) provenant
de quelques cas de patients atteints d’OST (<10 cas) offre de nouvelles perspectives pour com-
prendre l’oncogenèse de l’OST [8, 9]. Ce large chaos génomique de l’OST pourrait également
être maintenu par des interactions entre les cellules tumorales et celles du microenvironnement
[10].

L’échelle microscopique des tissus : le microenvironnement et l’OST
L’étude du microenvironnement de l’OST est au cœur de cette thèse. Ce microenvironnement
peut être étudié à l’échelle du tissu, qui est le niveau du diagnostic microscopique par le pathol-
ogiste.

A l’échelle du micro-environnement, on peut mettre en évidence des interactions à courte
distance telles que cellule/matrice extra-cellulaire, cellule/cellule et des interactions à longue
distance via le transport de ces espèces solubles dans les réseaux vasculaires, lymphatiques et
interstitiels. La complexité du micro-environnement découle directement de la géométrie et de la
présence des différentes phases (os, fluide et cellules), des objets biologiques et de la diversité des
populations cellulaires tels qu’en partie illustrés dans la figure 1.3. Dans l’OST, la biologie de
la matrice extracellulaire minéralisée, non minéralisée et fibreuse, les vaisseaux, les populations
cellulaires (tumorales, immunitaires et autres) et les espèces solubles, c’est-à-dire les protéines,
les facteurs de croissance, les métabolites et l’oxygène, sont imbriqués. La complexité s’intensifie
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lorsque leurs couplages respectifs sont explorés (figure 1.4).
À ce jour, le rôle du microenvironnement tumoral dans l’OST n’est pas élucidé. La car-
actérisation du microenvironnement immunitaire de l’OST par des approches immunohistochim-
iques et de séquençage de l’ARN a révélé que le microenvironnement immunitaire de l’OST était
enrichi en cellules myélöıdes (monocytes, TAMs, cellules dendritiques, neutrophiles), et que le
compartiment lymphöıde était principalement pauvre en TILs (CD8+, CD4, T-reg, et lym-
phocytes cytotoxiques NK) [9, 11, 12, 13]. Parmi les cellules immunitaires, toutes les données
de la littérature s’accordent sur le rôle délétère des ostéoclastes [11, 12, 13, 14, 15, 16]. Les
cellules souches mésenchymateuses, en se différenciant en ostéoblastes ou en chondroblastes au
cours du processus oncogène, influencent la composition de MEC osseuse et du microenviron-
nement [17], et peuvent constituer une barrière au traitement [18, 19, 20]. Dans l’OST, la
MEC est composée de manière caractéristique de phases osseuses néoformées minéralisées et
non minéralisées, dont il a été démontré qu’elles contribuent à la propagation métastatique des
cellules ostéosarcomateuses en influençant les populations cellulaires via leur communication
ou leur adhésion [20]. L’angiogenèse est également essentielle à la croissance tumorale et à la
propagation métastatique par l’apport de nutriments et d’oxygène, mais aussi par le transport
propagatif des cellules cancéreuses [21].

Figure 1.3: Illustration des principales phases rencontrées dans les coupes histologiques d’OST.
Image Centre Ressources Biologiques -Cancer Toulouse.

Figure 1.4: Cercle vicieux de l’ostéosarcome associant les cellules du remodelage osseux et les
cellules tumorales [22].

D’un point de vue thérapeutique, la réponse des cellules tumorales au traitement est mul-
tifactorielle. Elle dépend de la biologie intrinsèque des tumeurs, mais aussi de leurs inter-
actions dynamiques, des contraintes mécaniques, de la microcirculation tumorale, des cellules
du microenvironnement immunitaire et du remodelage osseux. L’étude de l’hétérogénéité de
l’ostéosarcome, et en particulier l’étude de la distribution des cellules immunitaires [23] en lien
avec l’hétérogénéité de la réponse au traitement peut venir en complément des études biologiques
et cliniques existantes, avec un apport original et quantitatif.
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1.2 Hétérogénéité tumorale à l’échelle du micro-environnement

Le cancer est associé à des phénomènes se produisant à différentes échelles temporelles et spa-
tiales [24] (figure 1.5), telles que la génétique, le métabolisme, la cellule, le tissu, l’organe, les
individus, la cohorte et l’environnement externe. Parce qu’il est hétérogène à ces différentes
échelles [25], la pathologie numérique (digital pathology) s’est avérée utile pour étudier cette
hétérogénéité [26, 27, 28, 29] car elle relie la structure et la biologie des tissus, grâce à la labelli-
sation des cellules. Par conséquent, cette approche soutenue par l’avènement de l’intelligence ar-
tificielle, est un domaine émergent [30, 31, 32]. La motivation clinique sous-jacente à l’utilisation
de ces techniques est notamment que la plupart des tumeurs à génomique complexe développent,
au cours de leur croissance, une hétérogénéité spatiale [33]. Ceci rend le diagnostic basé sur des
biopsies standardes potentiellement biaisé et les traitements cliniques efficaces uniquement dans
certaines zones de la tumeur.

Figure 1.5: Illustration schématique des différentes échelles biologiques dans la modélisation du
cancer [24].

Dans ce contexte, l’échelle de l’hétérogénéité intra-tumorale, c’est-à-dire l’échelle du micro-
environnement, est d’un intérêt particulier car elle met en évidence les mécanismes, de l’échelle
cellulaire à l’échelle du tissu, impliqués dans le développement du cancer, la réponse immuni-
taire et la résistance aux traitements [34]. Ainsi, l’étude de l’hétérogénéité intra-tumorale avec
une résolution sub-cellulaire peut dévoiler de nouveaux marqueurs et de nouvelles stratégies
thérapeutiques[35]. Actuellement, alors que de nombreux développements théoriques et numériques
se concentrent sur l’hétérogénéité spatiale des distributions relatives des populations de cellules
[27, 36, 37, 38, 39, 40, 41] illustré par exemple figure 1.6 principalement basés sur l’analyse statis-
tique des modèles spatiaux [42], à notre notre connaissance, il y a un manque de techniques pour
explorer l’hétérogénéité entre les cellules et la MEC alors que celle-ci joue un rôle crucial dans
le développement du cancer et la résistance aux traitements [17].
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Figure 1.6: Etude de la répartition spatiale des cellules sur une coupe H&E avec analyse de
points chauds par méthode de détection de Getis–Ord [27].

L’objectif premier de ce travail est de développer une méthodologie, inspirée des approches
des milieux poreux, pour étudier des marqueurs structurels de l’hétérogénéité spatiale intratu-
morale incluant les phases cellulaires et la MEC.

Les développements proposés, sont inspirés de la géophysique et visent à calculer des corrélations
entre des objets de dimensions caractéristiques différentes. En effet, la phase cellulaire est com-
posée d’objets discrets de dimensions caractéristiques allant de 10 à 50µm alors que la phase
osseuse tumorale est un ensemble continu, potentiellement anisotrope, de taille caractéristique
allant de 50µm à quelques millimètres. Dans la littérature, des corrélations morphométriques
entre les champs de phases continues et discrètes peuvent être examinées par deux stratégies prin-
cipales : les techniques de morphologie mathématique [43, 44, 45, 46] ou les corrélations sur des
champs continus par morceaux [47] (pavage). A l’heure actuelle, et à notre connaissance, aucune
de ces méthodes n’a été développée dans le contexte des milieux biologiques. Elles ne peuvent
d’ailleurs pas être utilisées en l’état au sens où, dans les milieux rééls hétérogènes géophysiques,
les recherches sont le plus souvent basées sur des données non accessibles à l’observateur, qui
doivent être inférées à partir des connaissances statistiques alors que dans le contexte des données
biologiques sur de grandes coupes de ressection, les données sont complexes mais disponibles.
Elles nécessitent donc le développement de méthodologies adaptées.

En raison des hypothèses restrictives sur la distribution des densités de probabilité des
champs dans l’approche de morphométrie mathématique (principalement gaussiennes dans les
méthodes proposées dans la littérature), l’approche par pavage sera développée dans le con-
texte de l’exploration de tissus hautement hétérogènes dans l’espace. L’un des inconvénients
de cette dernière est que, en l’absence de séparation d’échelle [48] dans de tels milieux poreux,
aucun principe fondamental de convergence n’est atteint. Des tests numériques doivent alors
être réalisés pour vérifier la validité de la méthode sur des pavages de différentes tailles car-
actéristiques. Cependant, cette deuxième stratégie, inialement développée pour étudier le trans-
port et l’élasticité dans les milieux poreux, doit être adaptée ici pour explorer des morphométries
complexes à géométrie réelle. Cette approche est en effet intéressante à explorer au vu de sa
pertinance sur l’étude des champs de déformation et de transport, les données résultantes étant
faciles à interpréter et pouvant être utilisées par des chercheurs et praticiens non familiers avec
la théorie des milieux poreux. Elles ouvrent également la voie à l’exploration des propriétés
physiques [47] de tumeurs hautement hétérogènes comme cela sera introduit dans le chapitre 6
de ce document et au développement de modèles spatio-temporels pertinents [49].
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1.3 Hypothèse et approches proposées

Ainsi, parce que les tumeurs, à l’échelle des tissus, présentent plusieurs phases (fluide, cellu-
laire, structures molles et finalement structures rigides), l’hypothèse centrale de la méthodologie
proposée dans la thèse, est qu’à l’échelle du micro-environnement, le tissu tumoral peut être
considéré comme un milieu poreux multiphasique réactif, évoluant en temps et en espace.

Les images histologiques et immunohistologiques, obtenues en routine clinique pour les pa-
tients atteints d’ostéosarcome, renferment un grand nombre d’informations (biologiques et struc-
turelles) souvent peu exploitées du fait de leur grande taille pouvant attiendre 1010 pixels et de
la complexité et diversité des données.

Alors que des techniques automatiques et optimisées sont disponibles dans la littérature pour
la segmentation à travers plusieurs logiciels libres (voir une liste dans [30]), la classification du
tissu osseux relativement aux cellules est difficile à réaliser dans les coupes d’ostéosarcome [50],
notamment dans les coupes immunohistologiques. Nous avons donc développé une méthodologie
de segmentation adpatée aux images cliniques étudiées, qui sera d’abord détaillée dans le chapitre
2 de cette thèse. A partir de ces développements numériques, potentiellement couteux en temps
de calcul, des stratégies de développements de filtres ont été proposées pour améliorer la segmen-
tation. De nouveaux développements ont conduit à l’élaboration d’une théorie d’interprétabilité
des filtres obtenus par méthodes de machine learning du type Support Vector Machine (SVM),
qui constitue l’essentiel du chapitre 3 de cette thèse. Dans le chapitre 4, nous présenterons les
quantités d’intérêt ou paramètres équivalents utilisés pour décrire les distributions spatiales des
phases cellulaire et osseuse dans la tumeur. Nous présenterons le cadre théorique utilisé pour
obtenir des cartes de corrélation spatiales d’intérêt pour les pathologistes.

Le schéma 1.7 résume l’approche proposée dans les chapitres 2 à 4. Le but est d’étudier
l’hétérogénéité de la tumeur par la donnée des coupes histologiques et immunohistologiques, or
étant donné la qualité plus ou moins bonnes de certaines images (déchirure des tissus, replis,
flou, présence de bulles d’air), un masque est d’abord appliqué afin d’éliminer les parties qui
ne peuvent pas être étudiées. Ce masque est obtenu manuellement ou par recherche de la plus
grande région connexe de vide après segmentation. Du fait de la très grandes tailles des images,
souvent de l’ordre de 100 000 pixels × 100 000 pixels, le choix des algorithmes de segmentation
est contraint par la nécessité d’obtenir des résultats en temps acceptable. La segmentation des
images se fait en deux étapes succéssives, l’une utilisant le KNN (avec échantillonage) permet-
tant une première segmentation (chapitre 2), la suivante utilise les filtres linéaires ou non pour
améliorer la qualité de la segmentation (chapitre 3). À partir de ces segmentations et après post-
traitements, les populations cellulaires et le tissu osseux sont extraits et des quantités globales
et locales (sous forme de cartes) peuvent être obtenues. Des coefficients de corrélation globaux
et locaux sont établis (chapitre 4). Le chapitre 5 illustrera l’utilisation des développements
précédents sur une cohorte de patients, appliqués sur les marquages immunohistologiques CD8,
CD163 et CD68 (plusieurs populations cellulaires peuvent être distinguées dans le cadre du
marquage CD68). Des résultats globaux et locaux telles que les cartes de porosité et densité
cellulaire ainsi que de corrélations locales y sont illustrées. Ces résultats mettent en évidence,
par méthodes numériques, de nouveaux marqueurs de la réponse au traitement. L’annexe A
montre un exemple d’utilisation de recalage spatial afin de comparer différentes lames avec
différents marquages tel qu’illustré entre les marquages H&E et CD8. L’annexe C propose des
résultats supplémentaires. Le chapitre 6 introduira l’utilisation de ces développements pour
une caractérisation fonctionnelle des ostéosarcomes, c’est à dire des propriétés de transport et
élastiques, à partir des images histologiques et immunohistologiques par une approche illustrée
figure 1.8. En dernier lieu, une conclusion générale sera présentée, prolongée par les perspectives
de recherche.
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Figure 1.7: Illustration des techniques de segmentation développées dans cette thèse et de calcul
des cartes de porosité et densités cellulaires pour une coupe immunohistologique marquée au
CD68 (macrophages), code MECHISTO®. Lame colorée par IHC (CD68) avec une taille de
pixel = 0, 466µm×0, 466µm. Echantillonnage. Segmentation illustrée sur la région zoomée avec
carte de distance. Différents filtres développés. Densité cellulaire (nombre de cellules/mm2,
à gauche) et porosité (au milieu). Carte de corrélation locale entre la densité cellulaire et la
porosité (à droite).
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Figure 1.8: Schéma illustratif de la recherche de mécano-biomarqueurs à laquelle les
développements de cette thèse participent.
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Chapter 2

Segmentation de coupes
histologiques et immunohistologiques
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Dans la première partie, la segmentation des images cliniques permettant d’extraire les phases
du tissu biologique est présentée. Dans cette partie, plusieurs algorithmes ont été testés sur des
images numérisées de coupes histologiques et immunohistologiques. Il est important de noter
que certains logiciels libres comme Cellprofiler [51, 52], Qupath [53], Ilastik [54, 55], Icy [56]
proposent des algorithmes de segmentation de coupes histologiques mais ceux qui ont été testés
n’ont pas donné de résultats satisfaisants. Ces images microscopiques mettent en évidence
plusieurs phases superposées et il est souvent difficile de différencier la phase osseuse de la phase
cellulaire sans des algorithmes spécifiques. En effet, les ostéoblastes étant des cellules parfois
bordantes de la zone osseuse, il est souvent difficile de les différencier les unes de l’autre. Ce
problème est d’autant plus exacerbé pour les coupes immunohistologiques. Or, le tissu osseux
et les populations cellulaires sont les phases d’intérêt pour explorer le lien entre ostéoformation
et ostéolyse, réponse immunitaire et résistance au traitement. Dans ce chapitre, nous cherchons
à développer des méthodes avec une précision de plus de 95%, caractérisée par l’indice de Jaccard.

Dans la suite, la méthodologie pour obtenir ces images (cancéropôle de Toulouse) est décrite,
et les éléments généraux sur la segmentation par méthode de classification par la couleur rap-
pelés. Les différentes approches utilisées pour obtenir une méthode de segmentation satisfaisante
sont ensuite exposés. Le livre d’Hastie [57] constitue une base de données importante des algo-
rithmes existants pouvant être utilisés pour la segmentation dont certains sont présentés dans
ce chapitre de thèse. Les algorithmes développés dans la thèse ont été programmés à partir du
langage compilé matlab© en s’appuyant sur certaines fonctions et librairies disponibles dans cet
environnement.

11
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2.1 Coupes histologiques et immunohistologiques: images clin-
iques étudiées

Lorsqu’un patient présente des symptômes de l’ostéosarcome, après une évaluation par imagerie
médicale (scanner et/ou IRM), une biopsie de tissu tumoral, c’est-à dire le prélèvement d’un pe-
tit volume de tissu, est réalisée. L’anatomo-pathologiste effectue le diagnostic après observation
du tissu au microscope.

L’ostéosarcome conventionnel peut adopter des morphologies histologiques variées [58].
L’identification d’une matrice ostéöıde (matrice osseuse non minéralisée immature) liée au développement
tumoral est essentielle au diagnostic. La tumeur prolifère fréquemment dans la cavité médullaire,
détruit les travées osseuses et s’étend jusqu’à la corticale en infiltrant les canaux de Havers. Les
cellules tumorales possèdent souvent des atypies nucléo-cytoplasmiques. L’activité mitotique
est habituellement augmentée, avec de nombreuses mitoses atypiques. La substance ostéöıde
est éosinophile, d’abondance variable en fonction du grade ou du sous type histologique. Dans
l’ostéosarcome conventionnel, elle se présente sous la forme d’un réseau grêle, dit en dentelle,
disposé entre les cellules tumorales mais peut également prendre la forme de travées.

La pièce de résection tumorale extraite chirurgicalement est ensuite découpée en sections de
4mm d’épaisseur (figure 2.1a-b), puis chaque coupe est fixée dans du formol à 4% pendant 48
heures [59]. Plusieurs cycles discontinus de décalcification de 4 à 6 heures suivis d’une fixation
sont réalisés jusqu’au lendemain. Après décalcification complète, la pièce est divisée en 2 ou 4,
en fonction de sa taille, et placée dans des cassettes adaptées. Au préalable, les prélèvements
sont rincés à l’eau, avant le cycle d’imprégnation en paraffine. La coupe (4 µm d’épaisseur)
est réalisée à l’aide d’un microtome à mâchoire spécifique ( 2.1c). La coloration de la lame
est réalisée par un automate de coloration. Par exemple, la coloration H&E (hématoxyline &
éosine) permet d’observer le collagène, présent dans l’os et l’ostéöıde, en rose et les noyaux des
cellules en violet ( 2.1d). Les colorations en immuno-histologie utilisent des anticorps, modifiés
de manière à donner une coloration marron, qui vont cibler des protéines de surfaces ou du cyto-
plasme de cellules cibles ( 2.1e), en particulier de cellules du système immunitaire (macrophages,
lymphocytes, cellules dendritiques ...), en fonction de l’anticorps utilisé.

a b c

d e

Figure 2.1: a-c) Extraction de coupes histologiques à partir de la pièce de résection, marquage
H&E [59] d) scan numérique des marquages H&E, et e) marquage CD68 (macrophages), CRB,
Cancéropole de Toulouse.

L’évaluation de la réponse à la chimiothérapie est faite par analyse microscopique des
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différents prélèvements en grille effectués sur les coupes de 4mm d’épaisseur [4]. Le pourcentage
de cellules nécrosées est calculé sur chacun des prélèvements. Une moyenne arithmétique des
différents pourcentages obtenus sur chacun des prélèvements est ensuite réalisée et permet de
définir le grade de Huvos et Rosen [60] (tableau 1.1) et une stratégie thérapeutique spécifique
est adoptée. Afin d’être étudiées numériquement, ces coupes sont scannées (NanoZoomer-XR,
Hamamatsu), générant des très grandes images permettant l’examen des populations cellulaires
à l’échelle du tissu.

A ce jour, l’approche de l’anatomopathologiste reste qualitative. Les développements pro-
posés dans la suite de cette thèse visent à apporter des données quantitatives qui pourront être
étudiées statistiquement. La première étape est donc d’effectuer une segmentation des images.
Les marquages explorés sont le H&E utilisé de manière systématique en routine clinique, le
marquage CD68 qui concerne les macrophages et les ostéoclastes généralement associés à un
mauvais pronostic, le marquage CD163 associé aux macrophages plutôt de bon pronostic et le
marquage CD8 associé aux lymphocytes T [11, 16].

Dans la suite, les images étudiées seront traitées par des algorithmes de machine learning,
pertinents dans le contexte de la segmentation d’images histologiques et immunohistologiques
[54]. Étant donné la très grande taille des images en mémoire et en dimension, elles ne sont pas
directement exploitables, elles sont dans un premier temps découpées en mosäıques d’images de
taille 8000px×8000px. Ensuite se rajoute la contrainte d’établir des algorithmes de segmenta-
tion dont le temps d’exécution reste acceptable, il y a donc un compromis entre la complexité
temporelles des algorithmes et la qualité de la segmentation. Ce compromis est déliquat car il
la parallélisation pourrait permettre de se permettre l’utilisation d’algorithmes gourmants en
temps et ressource, mais l’outils développé dans cette thèse pourrait déboucher sur un logiciel
que nous voudrions utlisable dans des hopitaux quelque soit leur localisation dans le monde sans
leur imposer des ordinateurs onéreux.

2.2 Généralités sur la classification et la segmentation

En machine learning, la classification consiste à estimer un label sur un jeu de données.
Soient les observations

(Xi, Yi) où Yi ∈ [|1, nlabels|] est un label sur Xi et [|1, nlabels|] désigne [1, nlabels] ∩ Z (2.1)

tel que nlabels est le nombre de labels.
Ne connaissant que Xi nous essayons d’estimer Yi, la nature de la phase, avec un estimateur
f̂(Xi) [57].

La figure 2.2 montre un exemple de classification obtenu par l’estimateur f̂(Xi) de la méthode
des K plus proches voisins (KNN) en vert et magenta, à partir d’observations Xi labellisées en
bleu et rouge.
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a b

Figure 2.2: a) Exemple d’observations dans le plan ayant un label bleu ou rouge, b) classification
obtenue par l’algorithme du KNN dans le plan. Une nouvelle observation se trouvant dans la
partie verte (resp. magenta) du plan sera classée avec un label rouge (resp. bleu).

Lorsque la phase d’apprentissage de la classification s’appuie sur des données d’entrâınement
pour lesquels on connâıt déjà un label, la classification est supervisée. Dans le cas contraire,
l’algorithme est non supervisé, et le mot clé ”clustering” est utilisé.

2.3 Segmentation des coupes histologiques

Dans le cas de traitement de coupe histologiques et immunohistologiques, les valeurs des labels
Yi, i = 1..nlabels sont associées à “os”, “cellules”, “plasma (vide)”, “globules rouges” ...
Le but de la classification est d’estimer à quel label est associé un pixel de l’image, c’est-à-dire
d’indiquer s’il se situe dans du tissu osseux, du plasma, une cellule, un globule rouge... Seg-
menter une image consiste à associer à chaque pixel de l’image un label.

La figure 2.3 montre un exemple de segmentation sur une coupe histologique marquée à
l’hématoxiline et éosine (H & E).

a

b

Figure 2.3: a) Partie d’une image de coupe histologique marquée H&E, b) classification par
KNN, labels et couleurs utilisées pour l’illustration de la segmentation indiqués dans la légende.

Les images étudiées sont de très grande taille (50000px × 50000px en moyenne, taille car-
actéristique du pixel 0.466µm) et nous recherchons un compromis entre la précision de l’algorithme
et le temps de calcul. Dans un premier temps, nous allons réaliser une segmentation basée
sur la couleur du pixel, avec des pré- et post-traitement. Des traitements supplémentaires
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ultérieurement développés seront présentés au chapitre 3.

2.4 Classification en fonction de la couleur des pixels

Dans cette partie, les pixels seront classés par la seule donnée de leur couleur via une classification
dans le cube RGB (Red r, Green g, Blue b). La couleur d’un pixel est définie par un triplet de
trois entiers, illustrée figure 2.4, avec:

(r, g, b) ∈ [|0, 255|]3. (2.2)

Les observations Xi seront alors les valeurs RGB de la couleur de chaque pixel.

a b

c

Figure 2.4: a) Partie d’une image histologique (taille caractéristique du pixel 0.466µm, b) zoom
sur quelques pixels de cette image, et c) répartition de la couleur de ces pixels dans le cube
RGB.

Il y a un intérêt particulier à se baser uniquement sur la couleur pour limiter le temps de
calcul au vu de la taille des images. Le fait de se restreindre à la couleur permet de s’appuyer
sur un unique classement des éléments du cube RGB, soit 16, 9 × 106 couleurs possibles. La
segmentation de l’image consistera alors à associer le label du cube RGB à la couleur correspon-
dante.

2.5 Visualisation de la répartition des couleurs des pixels

Afin d’évaluer la complexité du problème, il est possible de visualiser la répartition des couleurs
des pixels d’une image dans le cube RGB. L’espace des couleurs du cube RGB étant en 3 di-
mensions, il ne se pose pas, pour l’instant, de question de réduction de dimensions.
La figure 2.5 montre la répartition des couleurs dans le cube RGB en ayant échantillonné à
la main des zones d’images dont on sait déterminer la nature, c’est-à-dire, du tissu osseux, du
plasma (vide), des cellules, des globules rouges ou des fibres roses (ground truth).
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a b

Figure 2.5: a) Echantillonnage manuel sur une coupe histologique, b) répartition des couleurs
dans le cube RGB.

Chaque label occupe une zone spécifique du cube RGB. Toutefois, des chevauchements ap-
paraissent, notamment dans les zones représentant les zones osseuses et les cellules. Nous dis-
cuterons ce point dans le chapitre suivant de ce document.

Dans la suite, la segmentation va consister à chercher des surfaces de séparation entre ces
espaces labellisés du cube RGB par des méthodes de classification.

2.6 Quelques exemples de classification des images avec des al-
gorithmes non-supervisés et supervisés

La méthode k-means
Le k-means est un algorithme de machine learning non supervisé et par conséquent ne

requiert pas de données d’apprentissage et donc peut être utilisé sans l’intervention d’un obser-
vateur expert. L’algorithme du k-means cherche à minimiser la quantité:

k∑
i=1

∑
x∈Ai

|x− ci|2 (2.3)

où x est une observation regroupant des données et les ci pour i ∈ [|1, k|] sont k centres dans
l’espace des observations et (Ai)i la partition de Voronöı associée à (ci)i [57], avec:

Ai = {x,∀j ̸= i, |x− ci| ≤ |x− cj |} (2.4)

L’algorithme itératif est initié par k centres choisis aléatoirement parmi les observations. On
détermine la partition de Voronöı associée à ces centres. Les centres de l’itération suivante sont
les isobarycentres des ensembles de cette partition. Nous commençons par tester l’algorithme
du k-means sur une image histologique de taille 7569px× 8928px, (figure 2.6).
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a b c

Figure 2.6: a) Zoom sur une coupe histologique H&E, b) résultat de la segmentation par k-means
avec 2 centres, labels noir et blanc, c) résultat de la segmentation par k-means avec 3 centres,
labels noir, blanc, rouge.

Les temps d’exécution d’apprentissage et de classification sont assez importants et croissent
avec le nombre de centres. Il est possible de réduire la taille des données par tirage aléatoire.
Cependant, compte tenu la répartition des couleurs dans le cube RGB, figure 2.5), appliquer
l’algorithme du k-means ne permet d’obtenir une segmentation fine avec peu de centres, figure
2.6. Il est possible tester cet algorithme avec un nombre plus élevé de centres (figure 2.7) et de
fusionner par la suite certains clusters.

a b

Figure 2.7: a) Zoom sur une coupe histologique H&E, b) clusters obtenus avec la méthode k-
means et considérant 30 centres.

La figure 2.7 a été obtenue en utilisant une classification hiérarchique ascendante et 30 cen-
tres, des tables de contingence ont également été testées. Malgré certains progrès, les résultats
de segmentation des images n’ont pas été satisfaisants. En effet, on n’observe pas de groupes
isolés de manière générale dans la répartition des couleurs dans le cube RGB pour les coupes
histologiques.
D’autres algorithmes non supervisés tels que le spectral clustering ont été testés, mais leur
exécution demande un grand temps de calcul (de distance et de diagonalisation), et les résultats
n’étaient également pas satisfaisants.

Méthode des Random Forest et AdaBoost
L’algorithme de Random Forest est un algorithme avec apprentissage supervisé, il donne un la-
bel sur une observation en effectuant un vote sur les labels renvoyés par un ensemble d’arbres de
décision [57]. Il est largement utilisé dans les logiciels opensource car populaire du fait de sa ro-
bustesse [54]. L’AdaBoost est semblable au Random Forest, mais donne un poids plus élevé aux
observations mal classées à l’étape precédente et réitère le Random Forest avec les poids mis à
jour [57]. Nous avons testé ces algorithmes sur une coupe histologique de taille 7568px×8928px.
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a b c d

Figure 2.8: a) Image initiale, b) segmentation par random forest avec 10 arbres de décision, c)
segmentation par random forest avec 100 arbres de décision et d) segmentation par Adaboost.
L’os est segmenté en rose, les cellules en violet, les globules rouges en rouge, les fibres en rose
claire et le milieu interstitiel en blanc.

Le résultat renvoyé par le Random Forest est assez bruité comme on peut le voir sur la
figure 2.8. On peut émettre une hypothèse sur l’origine de ce bruit. Bien que le vote sur tous les
arbres permette d’affiner la frontière dans le cube RGB entre les différents labels, cette frontière
reste constituée par des morceaux de plans parallèles aux plans d’équation xk = c, figure 2.9, ce
qui n’est pas pertinent pour les configurations de chevauchement comme montré sur la figure 2.5.

Figure 2.9: Exemple de classification resultant de l’algorithme de Random Forest, ici avec 10
arbres de décision.

Sur des zones atteintes par l’image mais non représentées par l’échantillon, la classification
peut devenir très fluctuante. Or, les couleurs rencontrées dans la phase osseuse qui nous intéresse
présente une grande variabilité en fonction de la position dans l’image. La figure 2.10 montre
des variations de couleurs issues d’une même image.

a b

Figure 2.10: a) Image initiale, b) variations de teintes de la phase osseuse dans une même image.

Nous voyons donc qu’il n’est pas possible de faire un échantillonnage exhaustif. De plus,
étant donné l’influence de la taille des données d’entrâınement sur le temps d’apprentissage, il
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est préférable de choisir un algorithme qui limite la variance sur les zones non explorées.

Méthode des K plus proches voisins (KNN)
Le KNN est un algorithme de classification supervisée pour lequel une nouvelle observation

est classée en fonction des couleurs des k plus proches voisins et le label donné à cette observation
est le label majorataire de ces k voisins [57]. Il faut donc éffectuer un échantillonnage qui
constitue les données d’entrâınement (petit échantillon des différentes phases que l’on cherche
à classer). Cet algorithme est une version améliorée d’une partition de Voronöı, qui peut être
retrouvée lorsque k = 1. Le fait d’avoir k voisins diminue la variance qui pourrait être obtenue
avec des méthodes plus simples. Une illustration de la segmentation par la méthode KNN est
donnée figure 2.3.

Selon les parties de l’image, le KNN arrive à distinguer l’os des cellules (figure 2.11).

Figure 2.11: Frontière des cellules en vert obtenue par méthode KNN et partie hors cellules
hachurée.

Comparaison des algorithmes
Les algorithmes de classification supervisés sont testés sur des images immunohistologiques

qui sont plus contraignantes, comme illustré sur la figure 2.12.

Figure 2.12: L’image du haut correspond à un zoom sur une section d’OST colorée avec CD68,
l’image du bas montre une segmentation manuelle de la section par un expert avec les labels
associés. Le nuage de points montre la distribution 3D dans le cube RGB des labels obtenus par
segmentation manuelle.
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Les pourcentages indiqués dans les courbes 2.13 et 2.14 ainsi que dans le tableau de conclusion
du chapitre correspondent à un indice appelé Intersection-Over-Union (IoU, Jaccard Index)
très similaire et souvent égal au Dice score. Ces indices, utilisés pour évaluer la qualité de
la segmentation, caractérisent le pourcentage de surfaces correspondant à l’intersection de la
ground truth ou segmentation manuelle effectuée par l’observateur expert et le résultat de la
segmentation numérique.

a b

Figure 2.13: KNN, a) score en % en fonction de k, b) temps d’exécution en secondes en fonction
de k.

a b

Figure 2.14: Random Forest, a) score en % en fonction du nombre d’arbres, b) temps d’exécution
en secondes en fonction du nombre d’arbres.

La comparaison des figures 2.13 et 2.14 a permis de selectionner la méthode KNN comme
méthode de segmentation privilégiée. Notons que quelques tests ont été réalisés avec des
méthodes de deep learning [57] 1 mais cette stratégie a été rapidement abandonnée au vu de la
variabilité inter et intra-tumorale des images. En effet, le nombre de données d’entrainement
nécessaires au deep learning ne pouvait être atteint dans le contexte de ce travail de thèse.

2.7 Segmentation utilisant l’algorithme KNN

En lien avec la méthode KNN, cette partie décrit la forme de l’échantillonnage (extraction des
données d’entrainement), les stratégies de réduction du temps d’apprentissage et d’obtention
d’un échantillonnage pertinent.

Un entrainement s’appuie sur un échantillonage. L’échantillon est la donnée de deux vecteurs
X et Y définis ci-dessous avec n le nombre d’observations dans l’échantillon. Le vecteur X
contient les observations, dans notre cas ce sont des couleurs. Soit:

1Apprentissage automatique tentant de modéliser avec un haut niveau d’abstraction des données grâce à des
architectures articulées de différentes transformations non linéaires
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X =


X1
X2
...
Xn

 =


r1 g1 b1
r2 g2 b2
...

...
...

rn gn bn

 (2.5)

Xi = (ri, gi, bi) ∈ [|0, 255|]3 (2.6)

où ri, gi et bi sont les composantes rouges, vertes et bleues du ième pixel de l’échantillon.
Le vecteur Y contient les labels associés aux observations, où nlabels est le nombre de labels
différents :

Y =


Y1
Y2
...

Ynlabels

 (2.7)

Yi ∈ [|1, nlabels|] (2.8)

Nous proposons ici une solution pour réduire la taille des données à classer dans le cube
RGB, le temps d’apprentissage du KNN étant linéaire avec la taille des données.
Soit X̃ le vecteur parcourant les couleurs du cube RGB et N le nombre de couleurs à classer :

X̃ =


X̃1
X̃2
...
X̃N

 =


r̃1 g̃1 b̃1
r̃2 g̃2 b̃2
...

...
...

r̃N g̃N b̃N

 (2.9)

La taille du vecteur X̃ est de 2563 × 3. Cependant il n’est pas pertinent de classer toutes
ces couleurs, car certaines ne sont jamais présentes dans l’image à segmenter, comme illustré
figure 2.5.

Une méthode pour réduire le nombre N de couleurs à classer est de diviser le cube RGB en
sous-espaces de petite dimension, par exemple des cubes de côtés 16. Un parcours de l’image
de la coupe histologique permet de savoir quels sont les cubes vraiment atteints par l’image. Il
suffit ensuite de conserver un vecteur de booléens donnant la présence ou non des 4096 petits
cubes pour reconstituer la classification dans le cube RGB. Le temps d’entrainement et la taille
de certains tableaux seront donc réduits de manière importante du fait de la réduction de la
taille des données à classer.

L’entrâınement du KNN prend en argument les vecteurs X et X̃, correspondant respective-
ment aux données d’entrâınement et aux données à classer, et le nombre de voisins k. Les
informations renvoyées par le KNN sont deux matrices. Une matrice Mindice de taille N × k
contenant les indices des k plus proches voisins parmi l’échantillon pour chaque couleur à classer,
soit:

Mindice =


i1,1 · · · i1,k
i2,1 · · · i2,k
...

...
iN,1 · · · iN,k

 (2.10)

Ainsi, pour la j ième couleur à classer X̃j , les k plus proches voisins parmi l’échantillon sont
Xij,1 , Xij,2 , ... et Xij,k

. Ces k voisins sont rangés du plus proche au plus éloigné. La deuxième
matrice Mdistance, elle aussi de taille N × k, contient les k distances des k plus proches voisins
pour chaque couleur à classer :
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Mdistance =


d1,1 · · · d1,k
d2,1 · · · d2,k

...
...

dN,1 · · · dN,k

 (2.11)

Enfin, si on veut obtenir la classification sur les données X̃, il faut créer la matrice Mlabels,
soit:

Mlabels =


Yi1,1 · · · Yi1,k

Yi2,1 · · · Yi2,k

...
...

YiN,1 · · · YiN,k

 (2.12)

Le vecteur Ỹ qui classifie les données X̃ en déterminant le label majoritaire sur chaque ligne
de la matrice Mlabels est:

Ỹ =


Ỹ1
Ỹ2
...
ỸN

 (2.13)

Ainsi, la j ième couleur X̃j sera classée avec le label Ỹj . Il est possible d’établir une fonction
qui donne directement le vecteur Ỹ , mais les matrices Mindice, Mdistance et Mlabels vont être utiles
dans la suite des développements.

Un algorithme ”näıf” du KNN ferait intervenir un grand nombre de calculs de distances ce
qui serait coûteux numériquement. Cependant, il existe des algorithmes d’optimisation du KNN
qui séparent les données d’entrâınement en clusters ce qui limite les calculs de distance (inclus
dans la bibliothèque de machine learning de Matlab©).

Par ailleurs, il est possible de rajouter des données d’entrâınement au KNN sans qu’il
soit nécessaire de reprendre l’apprentissage initial. Supposons que nous ayons déjà utilisé le
KNN pour un échantillonnage X1 et que nous voudrions ajouter de nouvelles données X2 dans
l’échantillon.
Soient n1 et n2 le nombre d’observations des échantillons X1 et X2 et soit X la concaténation
de ces deux vecteurs:

X =
(
X1

X2

)
(2.14)

On souhaite obtenir la classification avec l’échantillon total X.

Il est possible de faire un nouvel apprentissage sur les n1 +n2 données de X, ce qui implique
de traiter à nouveau les n1 données comprises dans X1. Mais, il est également possible de
s’affranchir de X1, ce qui peut être un important gain de temps de calcul selon les valeurs de
n1 et n2.

En effet, nous définissons quatre matrices M1
indice, M1

distance, M2
indice et M2

distance de taille
N × k :

M1
indice =


i11,1 · · · i11,k
i12,1 · · · i12,k
...

...
i1N,1 · · · i1N,k

 M2
indice =


i21,1 · · · i21,k
i22,1 · · · i22,k
...

...
i2N,1 · · · i2N,k

 (2.15)
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M1
distance =


d1

1,1 · · · d1
1,k

d1
2,1 · · · d1

2,k
...

...
d1
N,1 · · · d1

N,k

 M2
distance =


d2

1,1 · · · d2
1,k

d2
2,1 · · · d2

2,k
...

...
d2
N,1 · · · d2

N,k

 (2.16)

Le but est de déterminer les matrices Mindice et Mdistance à partir de ces 4 matrices permettant
de classer l’échantillon X. Remarquons que l’indice i associé à X2 deviendra l’indice i+n1 pour
le vecteur X.

Une première possibilité est de concaténer les matrices M1
indice et M2

indice, et, M1
distance et

M2
distance:

M̃indice =
(
M1

indice (M2
indice + n1)

)
=


i11,1 · · · i11,k i21,1 + n1 · · · i21,k + n1
i12,1 · · · i12,k i22,1 + n1 · · · i22,k + n1
...

...
...

...
i1N,1 · · · i1N,k i2N,1 + n1 · · · i2N,k + n1

 (2.17)

M̃distance =
(
M1

distance M
2
distance

)
=


d1

1,1 · · · d1
1,k d2

1,1 · · · d2
1,k

d1
2,1 · · · d1

2,k d2
2,1 · · · d2

2,k
...

...
...

...
d1
N,1 · · · d1

N,k d2
N,1 · · · d2

N,k

 (2.18)

Ceci est suivi du tri des 2k distances (d1
j,1 · · · d1

j,k d
2
j,1 · · · d2

j,k) de chaques lignes de M̃distance,
puis d’une permutation sur les indices. On ne garde alors que les k premieres valeurs de chaques
lignes. Cette approche est coûteuse.

Il est important de noter que les lignes de M1
distance et M2

distance sont déjà triées. Il est donc
possible d’appliquer la même méthode utilisée lors de la remontée de l’algorithme de tri-fusion
illustré ci-dessous sur deux vecteurs ligne de dimension 4, triés. De plus, il est possible de ne
trier que les k premiers termes.

Pour rappel, une des étapes de l’algorithme de tri-fusion visant à trier un tableau en des
temps de l’ordre de la dimension ∗ log(dimension) est indiquée ci-dessous.

Supposons que l’on ait deux vecteurs ligne L1 et L2:

L1 = (1 4 5 9) L2 = (2 3 7 8) (2.19)

On souhaite ranger les quatre premiers éléments dans un vecteur L. On compare d’abord les
deux premiers éléments de L1 et L2

L1 = (1
↑

4 5 9) L2 = (2
↑

3 7 8) (2.20)

Le plus petit nombre est 1, on range 1 dans L, puis on avance dans le vecteur L1.

L = (1 ... ... ...) (2.21)

L1 = (1 4
↑

5 9) L2 = (2
↑

3 7 8) (2.22)

Le plus petit nombre est 2.

L = (1 2 ... ...) (2.23)

L1 = (1 4
↑

5 9) L2 = (2 3
↑

7 8) (2.24)

Ainsi de suite,
L = (1 2 3 ...) (2.25)
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L1 = (1 4
↑

5 9) L2 = (2 3 7
↑

8) (2.26)

L = (1 2 3 4) (2.27)

Il est donc possible de faire ce tri simultanément sur toutes les lignes de M1
distance et M2

distance
de manière matricielle.

Prenons l’exemple d’un langage de programmation dont :
- l’indexation des tableaux commence à 1
- une matrice (de taille N ×k) peut être lue colonne par colonne lorsqu’on la décrit avec un seul
indice:

Mi,j = M(i+N(j − 1)) (2.28)

On obtient un vecteur colonne si i et j sont remplacés par des vecteurs.
- M(:, j) désigne la j ième colonne de M
- Soient v et w deux vecteurs colonne de même taille, b < a renvoi le vecteur booléen (bi < ai)i.
- Sommer et multiplier terme à terme des tableaux de nombres et de booléens avec la valeur
“true” comptant pour 1 et “false” pour 0.
- 1 : N est le vecteur colonne allant de 1 jusqu‘à N .

La méthodologie peut être résumée ci-dessous:

Initialisation :

v1 =


1
1
...
1

 v2 =


1
1
...
1

 (2.29)

v1 et v2 sont des vecteurs de taille N , ils vont contenir les indices analogues aux
“flèches” utilisées dans l’exemple avec L1 et L2.

Pour j allant de 1 à k, on définit a un vecteur des distances des matrices M aux indices
v et b un vecteur booléen ( avec 1 pour vrai et 0 pour faux) tels que:

a1 = M1
distance(1 : N +N(v1 − 1)) a2 = M2

distance(1 : N +N(v2 − 1)) (2.30)

b = a1 < a2 (2.31)

Mdistance(:, j) = a1. ∗ b+ a2. ∗ (1 − b) (2.32)

Mindice(:, j) = M1
indice(1 : N+N(v1−1)).∗b+M2

indice(1 : N+N(v2−1)).∗(1−b) (2.33)

v1 = v1 + b v2 = v2 + (1 − b) (2.34)

Ce processus doit être itéré jusqu’à ce que j = k, le nombre de voisins choisis pour la
méthode KNN.

Ainsi l’ajout d’échantillons ne demande pas de refaire tous les calculs depuis le début. En
effet, en réorganisant par une étape de la fusion de la méthode de tri-fusion combinant les matri-
ces de distance initiales et du nouvel échantillonnage, la matrice de distance totale est obtenue
très rapidement. A notre connaissance, cette approche n’a pas été discutée à ce jour dans la
littérature et constitue une des contributions de cette thèse au domaine du traitement d’images.

Par ailleurs, un échantillonnage peut être itératif tel que développé ci-dessous. Lorsqu’on
applique le KNN, on est tenté de fournir une taille conséquente de données d’entrâınement pour
obtenir la meilleure segmentation possible. Cependant, le temps d’exécution de l’apprentissage
crôıt avec la taille des données d’apprentissage.
La possibilité d’ajouter au fur et à mesure de nouvelles données d’entrâınement nous permet
d’améliorer la qualité de la segmentation de manière itérative. Le but n’est pas seulement de
faire un simple “essais/erreur” sur l’échantillonnage, mais de faire des ajouts d’échantillons de
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manière pertinente et d’éviter certaines redondances. Ceci est possible par l’utilisation des quan-
tités guidant le choix des échantillons additionnels spécifiques.
Premièrement, la matrice Mdistance donne les k distances entre la couleur du cube RGB classée
et les k voisins dans les données d’entrâınement. Il est possible de parcourir les couleurs de
l’image à segmenter et de leur associer la première colonne de la matrice Mdistance.

Dans l’exemple figure 2.15, nous omettons l’échantillonnage des cellules marquées en marron
dans une image d’immunohistologie, alors la carte des distances permet d’identifier les zones de
l’image qui sont mal représentées dans l’échantillon et de rajouter les données d’entrainement
pertinentes dans l’échantillonnage (échantillons marron dans figures du bas). On voit alors que la
carte des distances donne des amplitudes proches de zéro indiquant que l’algorithme est capable
d’associer chaque zone de l’image à un label.

Figure 2.15: Images haut: coupe histologique originale, segmentation par KNN obtenue avec les
échantillons indiqués en dessous de la coupe, carte des distances obtenue en omettant d’entrainer
les cellules marquées en marron. Images bas: segmentation par KNN obtenue en rajoutant
l’entrainement sur les cellules marron, carte des distances obtenue avec ce nouvel échantillon.

Étant donné que la classification ne s’appuie que sur la couleur, les pixels sont classés in-
dividuellement. Des statégies de post-traitement dites ”simples” peuvent être appliquées pour
harmoniser cette segmentation afin d’obtenir des zones segmentées moins bruitées. Un premier
post-traitement présenté est la suppression de partie connexes utile, par exemple lorsque l’on
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cherche à extraire des métriques portant sur la phase osseuse. Le second post-traitement est le
lissage de frontières entre labels utilisé pour améliorer les scores de la segmentation sans temps
de calcul supplémentaire.

Après la segmentation par la méthode KNN, un post-traitement peut être appliqué consis-
tant à supprimer les pixels formant de petites parties connexes. Cet algorithme est basé sur un
seuillage de taille des parties connexes. On applique ce traitement pour les parties connexes de
type tissu osseux puis à nouveau pour les parties connexes des autres phases pour obtenir une
phase osseuse peu bruitée (figure 2.16).

a b

Figure 2.16: a) Image initiale, b) segmentation KNN, binarisation portant sur la phase osseuse
et suppression des parties connexes.

Après classification des pixels par la couleur, certains pixels isolés peuvent être mal classés.
Il est alors possible de lisser la segmentation en remplaçant le label d’un pixel par le label le
plus représenté sur un voisinage de ce pixel pour un coût numérique quasi-nul. L’influence
de ce lissage est illustré figure 2.17 pour une approche KNN. On peut observer des optimaux
de score pour des largeurs de voisinage dans le lissage entre 2 et 4, pour des k variant ici de 5 à 80.

Figure 2.17: Score en % en fonction de la largeur du voisinage pour le lissage, courbes avec
différents k pour la méthode KNN.
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2.8 Conclusion

Nous avons présenté dans ce chapitre, certains aspects principaux associés à la segmentation
de coupes histologiques et des développements adaptés à l’étude de l’OST. Pour présenter une
synthèse explicite, nous avons choisi les résultats issus de cas tests relativement génériques.
D’autres cas ont été explorés et cela a aboutit à des conclusions similaires. Une coupe marquée
CD68 est étudiée. Le tableau 2.1 présente les scores et le temps de calcul obtenus pour une
segmentation par méthode K-means non supervisée, Random Forest et KNN supervisées. Il ap-
parâıt de manière explicite, la supériorité de l’algorithme KNN donnant le meilleur compromis
temps de calcul et score (temps CPU inférieur à 1h attendu). L’algorithme KNN sera séléctionné
pour la suite des travaux avec un nombre de voisins k = 10.

K-means Random Forest KNN
(unsupervised) (supervised) (supervised)

Parameters 6 clusters 20 trees k=15
CPU time 15.30 s 28.23 s 5.70 s
Score test (*) 89.77 % 91.55 %

Score + lissage largeur 4 91.15 % 93.04 %
lisse + taille parties connexes 95.23 %

(s=30000)
(*) :

labels and % 1 2 3 4 5 6
os 0 10.2 0 81.96 7.82 0.02

vide 100 0 0 0 0 0
cellules 0 74.91 0 10.42 0.32 14.35

globules rouges 0.15 32.94 0 2.56 0.29 64.06
fibres 49.36 0 0 2.97 47.67 0

cellules marquées 0 0 99.61 0 0 0.39

Table 2.1: Comparaison des approches k-means, random forest et KNN pour une coupe im-
munohistologique (marquage CD68). Un tableau séparé est indiqué pour les scores du K-means
indiquant le pourcentage des surfaces de chaque phase associé aux clusters de 1 à 6. Seules les
cellules marquées peuvent être correctement identifiées par cette méthode.
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3.3.3 Décomposition d’un filtre . . . . . . . . . . . . . . . . . . . . . . . . . . 41
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Dans le chapitre 2, nous avons présenté une méthode de machine learning, la méthode KNN,
qui donne des score de qualité (indice de Jaccard) à 95% sur les coupes HE et environ 90% sur
les coupes immuno-histologiques. Malgré ces résultats encourageants, la distinction entre phase
osseuse et cellulaire reste difficile sur certaines parties des images, en particulier immunohis-
tologiques où les cellules superposées à la matrice osseuse ne sont pas identifiables par unique
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approche KNN. Une classification, pour la segmentation, ne s’appuyant que sur la couleur d’un
pixel ayant ses limites, nous allons proposer dans ce chapitre des améliorations en s’appuyant
sur les données du voisinage des pixels à classer. Dans ce contexte, certaines quantités comme
le gradient ou le laplacien peuvent ainsi donner des informations supplémentaires utiles pour
l’amélioration de la segmentation. Une première idée est donc de superposer l’application de
filtres linéaires à la méthode KNN.

Un filtre linéaire permet d’obtenir une nouvelle image à partir de l’image originale, mais
également d’obtenir des informations complémentaires qui peuvent être utilisées pour différentes
applications incluant la détection de contours ou la segmentation [61].

Dans ce chapitre, après avoir présenté quelques exemples de filtres linéaires, je montrerai com-
ment obtenir un filtre approchant un filtre de dérivée partielle donnée, comment décomposer
un filtre quelconque en combinaison linéaire d’approximation de dérivées partielles, comment
prendre en compte le bruit et comment utiliser ces décompositions pour interpréter les filtres
issus de la SVM (Support Vector Machine). Cette approche par décomposition de filtres par
dérivées partielles offre deux avantages: l’interprétabilité des filtres par exemple issus de la SVM
et la réduction de la dimension des données d’entrâınement évitant la “malédiction de la dimen-
sionnalité”, réduisant le temps de calculs et permettant d’explorer également des modèles plus
complexes comme la SVM non-linéaire, une approche très coûteuse en temps de calculs. De plus
ces travaux ayant une visée translationnelle soumise aux règlementations des agences médicales,
cette question de l’interprétabilité est cruciale. La deuxième partie de chapitre s’intéressera à la
recherche de filtres invariants par rotation ou symétrie.

3.1 Nomenclature

I = (i, j) coordonnées discrètes sur une image.

X = (x1, x2) coordonnées continues en 2D.

u image lisse : application dans une domaine de R2 dans R (monochrome) ou R3 (en couleur).
u(X) valeur de la couleur de u en X = (x1, x2). Cette image n’existe pas concrètement.

(uI)I image discrète (avec des pixels) : application de [|1, N |]×[|1,M |] dans R (monochrome)
ou R3 (en couleur). uI , ui,j valeur de la couleur en I = (i, j).

(vI)I image bruitée.

h filtre sur une image discrète.

ei vecteur unitaire valant 1 sur la i ième coordonnée.

V voisinage sur une image (le plus souvent [| − n, n|]2).

k (k = (k1, k2)) coordonnées dans le voisinage d’un pixel et dans le filtre (aussi noté m quand
il y a besoin d’un deuxième “k” dans les sommes).

W ensemble des bi-indices des ordres de dérivées (le plus souvent [|0, 2n|]2).

β, γ bi-indices des ordres des dérivées (aussi noté η quand il y a besoin d’un troisième bi-
indice dans les sommes). Par exemple β = (2, 1) correspond à la dérivée ∂2

x∂
1
y .

(αk)k∈V filtre de coefficients αk.
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a b

Figure 3.1: a) image initiale en niveaux de gris, b) image obtenue après application du filtre
laplacien.

αγk coefficient du filtre approximant la dérivée d’ordre γ en k.

ϕ erreur quadratique.

∂γX notation multi-indice de la dérivée : ∂β1
x ∂

β2
y .

φ opérateur, linéaire ou non, sur une image faisant intervenir des dérivées partielles.

3.2 Introduction : filtres linéaires

3.2.1 Exemple de filtres linéaires simples approchants des dérivées partielles

Nous définissons une image monochrome comme une application de [|1, N |]× [|1,M |] dans R. N
et M correspondent aux dimensions de l’image (largeur et hauteur) en nombre de pixels. Nous
pouvons nommer ui,j la valeur de la couleur de l’image sur le pixel (i, j).

Lorsque nous calculons le laplacien d’une image monochrome en utilisant la discrétisation
du laplacien classique par différences finies, nous obtenons :

(∆u)i,j ≈ −4ui,j + ui−1,j + ui+1,j + ui,j−1 + ui,j+1 (3.1)

une combinaison linéaire de ui,j et de certains de ses voisins.

En 2D, un filtre peut être représenté par une matrice de taille p×l. Par exemple, l’approximation
en différences finies du laplacien peut être représenté par la matrice 3 × 3 suivante:

h =

0 1 0
1 −4 1
0 1 0

 (3.2)

Ce filtre linéaire est appliqué en chaque pixel (i, j) de l’image et donne une nouvelle image
(figure 3.1).

Dans le traitement d’image, les filtres linéaires sont utilisés fréquemment, par exemple, pour
les problèmes de détections de contours ou pour la segmentation.

Selon le filtre, on peut y reconnâıtre l’intervention de la valeur ou des dérivées de l’image.
Par exemple :
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• un filtre (1) de lissage classique (moyennage) a pour matrice :
1
9

1 1 1
1 1 1
1 1 1

 La somme des coefficients de ce filtre étant non nulle, on sait que la couleur de l’image va
intervenir après application du filtre.

• un filtre (2) approchant la dérivée (∂x) selon la direction horizontale x:
1
6

−1 0 1
−1 0 1
−1 0 1

 Cette fois-ci la somme des coefficients est nulle, mais les coefficients de poids positifs et
négatifs sont séparés en deux groupes, ce qui fait intervenir une dérivée première dans une
direction.

• autre exemple de dérivation, le filtre (3) :
1

4
√

2

 0 1 1
−1 0 1
−1 −1 0

 qui approche le dérivée dans la direction d’angle π
4 : (

√
2

2 ,
√

2
2 ).

• un exemple (4) de filtres sont les filtres de Robinson [61] qui interviennent dans la détection
de contours, il y a quatre filtres directionnels dont l’un d’eux est :

1
5

 1 1 1
−1 −2 1
−1 −1 1

 On peut y reconnâıtre la combinaison linéaire entre la dérivée dans la
direction d’angle π

4 et la dérivée seconde dans la direction d’angle −π
4 .

• le filtre (5) suivant:
1
2

−1 0 1
2 0 −2

−1 0 1

 approche la dérivée troisième ∂x∂2
y .

La figure 3.2 montre l’action de chacun de ces filtres sur l’image 3.2.a.

Nous pouvons remarquer l’utilité que pourraient avoir certains filtres, par exemple pour la
détection de contour avec les filtres (2), (3) et (4).

3.2.2 Définition

Un filtre s’appuie d’abord sur le voisinage d’un pixel, et on définit n ∈ N∗, le rayon du filtre.
En dimension 1, les voisinages centrés de rayons n sont [|−n, n|], en 2 dimensions, les voisinages
carrés centrés sont [| − n, n|]2. Notons V l’ensemble des coordonnées du voisinage.
On introduit le couple k = (k1, k2) qui caractérise les coordonnées d’un point du voisinage au-
tour d’un point X positionné en I = (i, j). Un filtre h est alors une application qui donne la
valeur du coefficient hk du filtre en k.

Par exemple pour le filtre qui discrétise le laplacien,

h =

 h−1,1 h0,1 h1,1
h−1,0 h0,0 h1,0
h−1,−1 h0,−1 h1,−1

 =

0 1 0
1 −4 1
0 1 0

 (3.3)

Un filtre linéaire est une application qui transforme une image en une autre, il se calcule
en chaque pixel de l’image. La valeur de la nouvelle image après application du filtre au pixel
positionné en I = (i, j) est alors : ∑

k

hkuI+k (3.4)

À un symbole + ou − près, on peut reconnâıtre la discrétisation du produit de convolution dans
le cas continu :

(u ∗ h)(X) =
∫
Y
h(Y )u(X − Y )dY (3.5)

On peut alléger les notations en posant, pour un X fixé, uk = u(X + k) tel que :∑
k

hkuI+k =
∑
k

hkuk (3.6)



3.2. INTRODUCTION : FILTRES LINÉAIRES 33

Image de départ filtre (1)

filtre (2) filtre (3)

filtre (4) filtre (5)

Figure 3.2: Exemple d’application des filtres linéaires 1 à 5 basés sur les dérivéees partielles.
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Figure 3.3: Pour cet exemple 2D, le voisinage est V = [| − 2, 2|]2, et la valeur de k ∈ V montré
dans le schema correspond à k = (2,−1). Dans le cas de la dimension 2, X = (x1, x2) et
k = (k1, k2) sont donc des couples.

A partir de là, 3 notations sont introduites:
• La notation multi-indices :

Dans le cas de la dimension 2, un multi-indice β est un élément de N2, on pourrait l’expliciter
en β = (β1, β2).

Ainsi dans la suite, nous considèrerons les notations suivantes :

Xβ = xβ1
1 x

β2
2 ∂βXu = ∂β1

x1∂
β2
x2u β! = β1!β2! |β| = β1 + β2 (3.7)

• La notation des matrices indexées :

Nous pouvons expliciter les matrices avec les notations suivantes:

A = (ai,j)i,j =


a1,1 a1,2 · · · a1,n

a2,1
...

... . . .
an,1 · · · an,n

 (3.8)

• La notation des segments d’entiers :
Le segment d’entiers [|1, n|] désigne [1, n] ∩ Z.

3.2.3 Compréhension des filtres linéaires: exemple des filtres issus de la SVM

Les filtres linéaires issus de la littérature, très utiles pour le traitement des images, sont peu
interprétables directement, ce qui peut devenir une limitation dans le traitement d’images en
particulier lorsqu’il faut s’appuyer sur celui-ci dans la prise de décision médicale par exemple.
Dans la suite, nous allons nous intéresser à la manière d’interpréter un filtre linéaire sur une
image en tant que combinaison linéaire d’approximations de dérivées partielles, et en particulier
les filtres issus de la SVM.

La SVM est un algorithme qui sépare deux groupes de points par une application linéaire
[57]. Il ne prend pas en compte toutes les observations, mais se base sur les quelques points per-
tinents qui permettent de séparer les deux groupes. Dans le contexte des images étudiées dans
cette thèse, les observations correspondent à l’ensemble des valeurs des couleurs sur un voisinage
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de chaque pixel de l’image. Prendre en compte ce voisinage permet d’acceder localement à des
informations de structure et de texture [62].

Soit X = (i, j) la position d’un pixel et rk, gk et bk les composantes rouges vertes et bleues
de l’image en X+k, où k est dans le voisinage [|−n, n|]. Alors les observations sont les vecteurs
colonnes 3(2n+ 1)2 × 1 en c = ((rk)k, (gk)k, (bk)k).

On peut séparer le filtre linéaire en somme de trois filtres sur la couleur rouge, la couleur
verte et la couleur bleue.

h(c) = hr((rk)k) + hg((gk)k) + hb((bk)k) (3.9)

La SVM fournit alors une application linéaire φ qui sépare deux ensembles de points échantillonés
sur des parties de l’image correspondant à de l’os ou à des cellules. Cette application linéaire
permet en particulier de segmenter les cellules après seuillage (figure 3.4).

Figure 3.4: Application du filtre linéaire, partie positive en blanc et négatif en noir, classifiant
les cellules en blanc.

En utilisant cette approche, nous obtenons le filtre suivant, à appliquer sur les trois com-
posantes des couleurs RGB puis à sommer (figure 3.5).

Figure 3.5: Exemple de filtre linéaire obtenu par SVM et appliqué sur les composantes rouge,
verte et bleue de données issues d’une coupe histologique.

Nous comprenons que ces filtres sont difficilement interprétables sans méthode particulière
[63]. Dans la suite, une méthode permettant de décomposer un tel filtre en approximations de
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dérivées partielles est établie. Dans un premier temps, la décomposition se fera en considérant
l’image comme non bruitée puis bruitée.

Si quelques références de la littérature s’intéressent plus ou moins à cette question [64, 65, 66],
en particulier en lien avec la décomposition des images en structure et texture via des filtres
de Gabor [67] ou autres stratégies [68], à notre connaissance, aucune proposition d’approche
générale comme celle explicitée ici n’a été faite, en particulier en ce qui concerne le lien entre
les filtres issus de la SVM et des filtres pouvant être calculés analytiquement. Majoritairement
les références de la littérature s’interessent à une décomposition de l’image en ondelettes en
séparant structure et texture.

3.3 Décomposition d’un filtre linéaire sur un signal “lisse”.

L’hypothèse principale dans cette section, est de considérer des images u non-bruitées.

3.3.1 Approximation de la dérivée partielle ∂γ.

Dans un premier temps, nous allons estimer la dérivée partielle de multi-indice γ en un pixel
de l’image à partir des valeurs sur son voisinage. Chaque étape sera illustrée, dans un encadré
bleu, sur un exemple concret.

Soit n ∈ N∗ la largeur de la fenêtre avec V = [| − n, n|]2 l’ensemble des voisinages, et soit
β ∈ W = [|0, 2n|]2 les multi-indices qui interviennent dans le développement limité de u.

Les calculs présentés dans cette partie considèrent n = 1, c’est à dire V = [| − 1, 1|]2
et W = [|0, 2|]2.

Le voisinage est choisi volontairement petit pour pourvoir effectuer aisément les
calculs analytiques cependant des voisinages de tailles plus importantes pourront être
développés dans la suite.

On approxime u sur le voisinage X + k de X où k ∈ V avec son développement limité:

u(X + k) = uk =
∑
β∈W

1
β!∂

β
Xu(X)kβ + résidu (3.10)

On cherche la combinaison linéaire des uk qui approche la dérivée ∂γX , avec αk ses coefficents
et γ ∈ W . On peut les noter avec un exposant γ pour se souvenir qu’ils approximent ∂γ . Ainsi
le coefficient en k ∈ V se note αγk .

∑
k∈V

αγkuk =
∑
k∈V

αγk
∑
β∈W

kβ

β!∂
β
Xu(X) =

∑
β∈W

( ∑
k∈V

kβ

β!α
γ
k

)
∂βXu(X) (3.11)

Nous obtenons une combinaison linéaire sur les dérivées ∂βXu(X). De manière à obtenir∑
k α

γ
kuk ≈ ∂γXu(X), on cherche les αγk tels que :

∀β ∈ W
∑
k∈V

kβ

β!α
γ
k =

{
0 si β ̸= γ
1 si β = γ

(3.12)

C’est un système linéaire d’inconnues les coefficients αγk , indexé par k ∈ [| − n, n|]2, et où
chaque ligne correspondent à un β ∈ [|0, 2n|]2.
On peut ordonner arbitrairement les k et les β de manière à exprimer ce système matriciellement.
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D’abord, on choisit d’ordonner les k et β de la manière suivante :

k1 −1 0 1 −1 0 1 −1 0 1
k2 −1 −1 −1 0 0 0 1 1 1

Figure 3.6: Tableau ordonnant les valeurs k = (k1, k2) de V

β1 0 1 2 0 1 2 0 1 2
β2 0 0 0 1 1 1 2 2 2

Figure 3.7: Tableau ordonant les valeurs β = (β1, β2) de W

Ces tableaux donnent l’ordre pour les valeurs de k et β, nous nous reporterons à ces
tableaux lorsque nous devrons lire des vecteurs indexés par k ou β.

Soient la matrice A et le vecteur αγ tels que :

A =
(
kβ

β!

)
β,k

αγ = (αγk)k (3.13)

On peut remarquer que la matrice A est similaire à une matrice de Vandermonde à un coefficient
1
β! près, dans une version à plusieurs variables.

Nous pouvons alors calculer la matrice A =
(
kβ

β!

)
β,k

sachant que
kβ

β! =
kβ1

1
β1!.

kβ2
2
β2! :

k −1 0 1 −1 0 1 −1 0 1
β −1 −1 −1 0 0 0 1 1 1
0 0 1 1 1 1 1 1 1 1 1
1 0 −1 0 1 −1 0 1 −1 0 1
2 0 1

2 0 1
2

1
2 0 1

2
1
2 0 1

2
0 1 −1 −1 −1 0 0 0 1 1 1
1 1 1 0 −1 0 0 0 −1 0 1
2 1 −1

2 0 −1
2 0 0 0 1

2 0 1
2

0 2 1
2

1
2

1
2 0 0 0 1

2
1
2

1
2

1 2 −1
2 0 1

2 0 0 0 −1
2 0 1

2
2 2 1

4 0 1
4 0 0 0 1

4 0 1
4

La matrice A est donc :

A =



1 1 1 1 1 1 1 1 1
−1 0 1 −1 0 1 −1 0 1

1
2 0 1

2
1
2 0 1

2
1
2 0 1

2
−1 −1 −1 0 0 0 1 1 1
1 0 −1 0 0 0 −1 0 1

−1
2 0 −1

2 0 0 0 1
2 0 1

2
1
2

1
2

1
2 0 0 0 1

2
1
2

1
2

−1
2 0 1

2 0 0 0 −1
2 0 1

2
1
4 0 1

4 0 0 0 1
4 0 1

4


(3.14)

Soit le vecteur colonne eγ qui vaut 1 en γ et 0 partout ailleurs :

eγ = (0, . . . , 0, 1, 0, . . . , 0)T ou eγ = (δγ(β))β avec symbole de Kronecker (3.15)
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L’ensemble {eγ , γ ∈ W} forme la base canonique de l’espace vectoriel.
Nous avons alors, d’après l’équation (3.12), l’expression matricielle du système :

Aαγ = eγ (3.16)

Les coefficients recherchés sont donc :

αγ = A−1eγ (3.17)

L’inverse de la matrice A est :

A−1 =



0 0 0 0 1
4 −1

2 0 −1
2 1

0 0 0 −1
2 0 1 1 0 −2

0 0 0 0 −1
4 −1

2 0 1
2 1

0 −1
2 1 0 0 0 0 1 −2

1 0 −2 0 0 0 −2 0 4
0 1

2 1 0 0 0 0 −1 −2
0 0 0 0 −1

4
1
2 0 −1

2 1
0 0 0 1

2 0 −1 1 0 −2
0 0 0 0 1

4
1
2 0 1

2 1


(3.18)

On en déduit alors que A−1 est une matrice qui contient tous les coefficients :

(αγk)k,γ = A−1 (3.19)

Concrètement, αγ est le vecteur dans lequel on trouve les coefficients à mettre dans le filtre
recherché approximant la dérivée partielle ∂γxu(x).

On sait que A−1 = (αγk)k,γ .

On lit alors les valeurs du filtre αγ sur la “γ ième” colonne de A−1.

Par exemple, si on veut connâıtre le filtre correspondant à la dérivée ∂2
x∂y, on cherche

la colonne associé à γ = (2, 1). Elle correspond à la 6ième d’après notre tableau qui
ordonne les β.

Nous lisons le vecteur colonne :

(α(2,1)
k )k =



−1
2

1
−1

2
0
0
0
1
2

−1
1
2


(3.20)

Chaque coefficient de ce vecteur colonne est le coefficient α(2,1)
k associé au k correspon-

dant. On lit le tableau qui ordonne k est on peut reconstituer le filtre :

h =
1
2

 1 −2 1
0 0 0

−1 2 −1

 (3.21)
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Ainsi: ∑
k

αγkuk ≈ ∂γu(x) (3.22)

où αγ est alors le filtre qui approxime la dérivée partielle ∂γ .

Dans le contexte d’une image non bruitée, le calcul de tous les filtres αγ se font simultanément
en inversant la matrice A.

Voici maintenant une illustration d’un de ces filtres pour une valeur de n fixée à 3 pour un
voisinage [| − 3, 3|]2 dans le cas 2D. La matrice A−1 calculée est la matrice qui contient tous
les filtres en vecteur colonne. Avec ce choix d’ordonnement des β, le numéro de la colonne
correspondant à γ = (γ1, γ2) est : 1 + γ1 + (2 ∗ n+ 1) ∗ γ2.

Sur la figure 3.8, on visualise le filtre linéaire associé à la dérivée partielle ∂3
x∂

3
y , sous

différentes représentations , c’est-à-dire, nuage de points, surface et diagramme à barres. .
Chaque point a pour coordonnées (k1, k2, α

(3,3)
k ).

Figure 3.8: Représentations du filtre linéaire associé à la dérivée partielle ∂3
x∂

3
y en nuage de

points, surface et diagramme à barre.

3.3.2 Exemple de l’approximation des filtres et comparaison avec les différences
finies dans le cas 1D

Dans un but illustratif et de validation de l’approche, nous allons nous intéresser à un signal
1D. La figure 3.9 montre les profils des filtres obtenus pour un voisinage en [| − 4, 4|] :
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Id ∂1
x ∂2

x

∂3
x ∂4

x ∂5
x

∂6
x ∂7

x ∂8
x

Figure 3.9: Filtres 1D avec V = [| − 4, 4|].

Remarquons que le filtre α0, qui correspond à l’identité, ne s’appuie que sur la valeur u0.
Il est logique d’obtenir ce résultat pour un signal non bruité. Cependant, un tel filtre sera très
sensible au bruit et nous discuterons ce point dans la suite de ce chapitre.

Une stratégie usuelle numérique pour approximer des dérivées partielles est de s’appuyer sur
la méthode des différences finies. En développant cette approche d’approximation de dérivées
partielles par des filtres, on peut tester leur qualité en comparaison avec l’approche différences
finies. Dans un premier temps, on s’interesse à la fonction cosinus discrétisée sur les entiers
appartenant à [| − 50, 50|] (figure 3.10). Cette discrétisation induit une perte d’information et
on cherche à savoir si les filtres sont capables de retrouver avec précision les dérivées analytiques
de cette fonction à partir du signal discret.

Figure 3.10: Fonction cosinus sur [| − 50, 50|].
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Nous allons maintenant appliquer le filtre α1 qui approxime la dérivée d’ordre 1, puis super-
poser les courbes de la dérivée analytique (−sin(x)) et celle obtenue par différence finie sur un
maillage grossier. La figure 3.11 montre en noir la dérivée analytique, en vert l’approximation
avec le filtre α1 et en bleu celle des différences finies.

Figure 3.11: En noir : dérivée analytique, en bleu : différences finies, en vert : application du
filtre α1

Les courbes verte et noire sont superposées, ce qui montre que le filtre α1 approche beaucoup
mieux la dérivée sur la fonction cosinus que l’approximation de celle-ci par différences finies.
Quantitativement, on peut calculer les carrés des normes L2 des différences suivantes:

∥vfiltre −vderivee analytique∥2
L2 ≈ 6, 75×10−5 ∥vdiff finies −vderivee analytique∥2

L2 ≈ 1, 16 (3.23)

Le tableau 3.12 indique les carrés des normes L2 obtenues pour les dérivées 1, 2, 3 et 4 :

γ = 1 2 3 4
∥vfiltre − vderivee analytique∥2

L2 6, 75 × 10−5 2, 93 × 10−6 5 × 10−3 8, 64 × 10−4

∥vdiff finies − vderivee analytique∥2
L2 1, 16 2, 97 × 10−1 2, 37 1, 10

Figure 3.12: Comparaison entre les différences finies et les filtres αk des carrés des normes L2

de différences avec la dérivée analytique.

On peut continuer ainsi, on observe une différence de précision qui diminue, entre les filtres
calculés par la méthode proposée et ceux obtenus par différences finies. Pour les deux dernières
dérivées (7ième et 8ième), les filtres α7 et α8 génèrent les mêmes erreurs que la méthode aux
différences finies, figure 3.13:

Figure 3.13: comparaison des distances ∥∥2
L2 avec échelle logarithmique

Les filtres αγ donnent de meilleurs résultats, aux petits ordres, que ceux issus des différences
finies dans ce cas particulier de l’étude de la fonction cosinus.

3.3.3 Décomposition d’un filtre

Nous avons vu que nous pouvions construire des filtres approchants des dérivées partielles, mais
le fait d’avoir déterminé la matrice A nous permet aussi de décomposer un filtre donné.
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Étant donné un filtre quelconque h = (hk)k, on peut le décomposer en combinaison linéaire
de filtres αγ .
Soit h tel que :

h =
∑
γ

λγα
γ (3.24)

On cherche les coefficients λγ . Alors, grâce à l’équation 3.16 :

Ah = A.
∑
γ

λγα
γ
k =

∑
γ

λγeγ = (λγ)γ (3.25)

Donc, en se donnant un filtre h et connaissant A, on peut déterminer quels sont les coeffi-
cients λγ . Le vecteur λ donne alors les contributions (algébriquement) de chaque dérivées dans
le filtre initial h.

La matrice A est alors une matrice de changement de base entre la base canonique des filtres
et la base (αγ)γ des approximations des dérivées partielles.

Pour illustrer ce point, soit h un des filtres directionnels de Kirch [61] qui intervient dans la
détection de contour:

h =
1
15

−3 −3 −3
5 0 −3
5 5 −3

 (3.26)

Nous avons déjà déterminé la matrice A pour un voisinage 3 × 3 en [| − 1, 1|]2 dans la
section 3.3.1. En linéarisant h et en appliquant A, on peut alors déterminer quelles dérivées
partielles interviennent dans ce filtre, n lit les valeurs λγ dans l’ordre choisi pour les valeurs de
β.

Figure 3.14: Coefficients λγ de la combinaison linéaire h = ∑
λγα

γ

Nous pouvons alors donner le pourcentage des dérivées partielles qui interviennent dans ce
filtre et extraire les contributions de chaque dérivées partielles (tableau 3.1).
On voit ici que les dérivées impliquant une dérivée d’ordre impair ont des contributions plus
importantes corroborant l’aspect directionnel du filtre de Kirch ci-dessus.

Dérivées partielle Id ∂x ∂y ∂2
x ∂x∂y ∂2

y ∂2
x∂y ∂x∂

2
y ∂2

x∂
2
y

Valeur 0 -16 -16 -1 8 -1 -4 -4 -1
Pourcentage 0% 31, 37% 31, 37% 1, 96% 15, 69% 1, 96% 7, 84% 7, 84% 1, 96%

Table 3.1: Tableau des valeurs et pourcentage des coefficients λγ dans le filtre directionnel de
Kirch.
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3.4 Décomposition d’un filtre linéaire sur un signal bruité

Les filtres permettant d’approcher des dérivées partielles sur des signaux non bruités peuvent
se révéler être très sensibles au bruit. Une manière d’étudier une image bruitée par des fil-
tres établis sur la base de dérivées partielles est d’appliquer d’abord un flou gaussien, avec une
largeur adaptée, puis d’appliquer les filtres linéaires choisis. La question qui découle est alors
de savoir comment déterminer des filtres linéaires qui prennent directement en compte le bruit
d’une image.

3.4.1 Approximation de la dérivée partielle ∂γ.

On utilise les mêmes notations que dans la section précédente où le bruit n’est pas pris en compte
avec n ∈ N∗, β ∈ [|0, 2n|]2, k ∈ [| − n, n|]2.

u(X + k) = uk =
∑
β

1
β!∂

β
Xu(X)kβ (3.27)

vk = u(X + k) + εk εk ∼ N (0, σ2) iid (3.28)

Ici, vk est l’image bruitée où εk joue le rôle du bruit et correspond à une distribution normale
de moyenne nulle et d’écart type σ. En pratique, nous n’avons accès qu’à vk, l’image bruitée.
Dans le cadre de cette thèse, celles-ci sont obtenues par des techniques d’anatomo-pathologie
sur des patients atteints d’ostéosarcome.

Comme précédement, nous avons la combinaison linéaire :

∑
k

αku(X + k) =
∑
k

αk
∑
β

1
β!∂

β
Xu(X)kβ =

∑
β

(∑
k

kβ

β!αk
)
∂βXu(X) (3.29)

En prenant en compte le bruit, nous obtenons :

∑
k

αkvk =
∑
β

(∑
k

kβ

β!αk
)
∂βXu(X) +

∑
k

αkεk (3.30)

On cherche un estimateur de ∂γxu(x). Cela revient à déterminer les coefficients αγk qui vont
minimiser l’erreur :

E
(∣∣∣∑

k

αkvk − ∂γXu(X)
∣∣∣2) = E

(∣∣∣∑
k

αkvk −

(I)︷ ︸︸ ︷
E
(∑

k

αkvk
)

︸ ︷︷ ︸
(II)

+E
(∑

k

αkvk
)

− ∂γXu(X)︸ ︷︷ ︸
(III)

∣∣∣2)

(3.31)
On est donc mené à faire le calcul habituel du dilemme biais-variance [57].

(I) = E
(∑

k

αku(X + k) +
∑
k

αkεk
)

=
∑
k

αku(X + k) (3.32)

(II) =
∑
k

αkvk −
∑
k

αku(X + k) =
∑
k

αkεk (3.33)

(III) =
∑
k

αkuk − ∂γXu(X) =
∑
β

(∑
k

kβ

β!αk
)
∂βXu(X) − ∂γXu(X) (3.34)

(II) est d’espérance nulle, car les εk sont centrés et (III) ne fait plus intervenir d’aléatoire.
Le calcul biais-variance est alors:
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E
(∣∣∣∑

k

αkvk−∂γxu(x)
∣∣∣2) = E

(
(3.33)2

)
+2E ( (3.33) × (3.34))+E

(
(3.34)2

)
= E

(
(3.33)2

)
+ (3.34)2

(3.35)

= E
(∣∣∣∑

k

αkεk
∣∣∣2)︸ ︷︷ ︸

(i)

+

∣∣∣∣∣∣
∑
β

(∑
k

kβ

β!αk
)
∂βXu(X) − ∂γXu(X)

∣∣∣∣∣∣
2

︸ ︷︷ ︸
(ii)

(3.36)

(i) = Var
(∑

k

αkεk
)

= σ2∑
k

α2
k (3.37)

(ii) =

∑
β

(∑
k

kβ

β!αk
)
∂βXu(X)

2

− 2
∑
β

(∑
k

kβ

β!αk
)
∂βXu(X)∂γXu(X) + (∂γXu(X))2 (3.38)

Soit ϕ l’erreur :

ϕ(αγ) = (3.37) + (3.38) (3.39)

ϕ est une forme quadratique de αγ .
On veut minimiser ϕ, on cherche alors αγ telle que:

1
2∇αγϕ(αγ) = 0 (3.40)

⇐⇒ σ2αγ +
∑
β

(∑
k

kβ

β!αk
)
∂βXu(X)

∑
η

(∑
m

kη

η!em
)
∂ηXu(X) −

∑
η

(∑
m

mη

η! em
)
∂ηXu(X)∂γXu(X) = 0

(3.41)

⇐⇒ ∀m, σ2αγm +
∑
k

∑
β,η

kβ

β!
mη

η! ∂
β
Xu(X)∂ηXu(X)

αγk −
∑
η

mη

η! ∂
η
xu(X)∂γXu(X) = 0

(3.42)
Soit Ã(u) la matrice :

Ã(u) = σ2I(2n+1)2 +

∑
β,η

kβ

β!
mη

η! ∂
β
Xu(X)∂ηXu(X)


m,k

(3.43)

Et C̃γ(u) le vecteur colonne :

C̃γ(u) =
(∑

η

mη

η! ∂
η
Xu(X)∂γXu(X)

)
m

(3.44)

Dans un premier temps, on peut supposer que u et ses dérivées partielles sont des processus
gaussiens stationnaires indépendants, de fonction moyenne nulle et de fonction de covariance K.

On cherche l’espérance de Ã(u) et C̃γ(u) où la variable aléatoire est la fonction u.

E(Ã(u)) = σ2I(2n+1)2 +

∑
β,η

kβ

β!
mη

η! Cov
(
∂βXu(X), ∂ηXu(X)

)
m,k

(3.45)

On a :
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Cov
(
∂βXu(X), ∂ηXu(X)

)
=
{
K(0) si β = η
0 si β ̸= η

(3.46)

Donc :

Ã = E(Ã(u)) = σ2I(2n+1)2 + K(0)

∑
β

(km)β

(β!)2


m,k

(3.47)

De même :

C̃γ = E(C̃γ(u)) = K(0)
(
mγ

γ!

)
m

(3.48)

On a :

Ãαγ = C̃γ (3.49)

On peut diviser par K(0),

A =
Ã

K(0) Cγ =
C̃γ

K(0) (3.50)

On a alors :

Aαγ = Cγ (3.51)

avec :

A =
σ2

K(0)I(2n+1)2 +

∑
β

(km)β

(β!)2


m,k

(3.52)

Cγ =
(
mγ

γ!

)
m

(3.53)

Le terme en
σ2

K(0) montre que l’écart-type du bruit sur l’image n’intervient que relativement

à l’écart-type sur les couleurs de l’image (K(0) = Var(u(X))).

On peut donc déterminer le filtre αγ qui approche la dérivée partielle ∂γxu(x) :

αγ = A−1Cγ (3.54)

Soit C la matrice composée des vecteurs colonnes Cγ :

C = (Cγ)γ (3.55)

Si on souhaite avoir les coefficients αγk dans une matrice :

(αγk)k,γ = A−1C (3.56)

Nous pouvons, suite à ce premier calcul, chercher une estimation de Cov
(
∂βXu(X), ∂ηXu(X)

)
plus adaptative aux types d’images étudiées que l’approximation de l’équation 3.46.

Reprenons les filtres obtenus avec l’approximation 3.56, nommons les ξγ .
Nous avons l’approximation de la dévivée partielle associé à γ :

∂γu(X) ≈
∑
k

ξγkuk (3.57)
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Cov
(
∂βXu(X), ∂ηXu(X)

)
= Cov

(∑
k

ξβkuk,
∑
p

ξηpup

)
(3.58)

=
∑
k,p

ξβkCov (uk, up) ξηp = (ξβ)T (Cov (uk, up))k,p ξ
η (3.59)

En tant que processus gaussien, on retrouve la fonction de covariance :

Cov (uk, up) = K(p− k) (3.60)

Ainsi, on peut estimer le terme avec les covariance en :

Cov
(
∂βxu(x), ∂ηxu(x)

)
= (ξβ)TΓξη (3.61)

où Γ est le matrice de covariance (K(p− k))k,p.

Par cette approximation plus détaillée de Cov
(
∂βXu(X), ∂ηXu(X)

)
, les filtres obtenus serait

mieux adaptés à la famille d’images étudiée (images lisses, irrégulières, ...)

3.4.2 Décomposition d’un filtre sur un signal bruité

Nous avons :

Aαγ = Ceγ (3.62)

=⇒ C−1Aαγ = eγ (3.63)

De même que dans la partie précédente dans le cas non bruitée, si on se donne un filtre h
avec :

h =
∑
γ

λγα
γ (3.64)

On a :
C−1Ah = C−1A

∑
γ

λγα
γ =

∑
γ

λγeγ = (λγ)γ (3.65)

Le vecteur λ donne les contributions (algébriquement) de chaque dérivées dans le filtre initial h.

Cette approche rappelle l’approche proposée par Wiener pour des filtres du même nom [69].
En effet, un filtre de Wiener est un filtre linéaire et un estimateur (au sens statistique), obtenu

par minimisation de l’erreur quadratique. Le signal de départ peut être discret ou continu, il
comporte un bruit et la quantité à estimer peut être, par exemple, le futur d’une série temporelle,
un signal (image, son, électrique, mécanique...) débruité.

Les filtres de Wiener sont utilisés dans le débruitage d’images [70]. Ce débuitage se fait dans
l’espace de Fourier. Soit u l’image à reconstruire, g une transformation linéaire, ϵ un bruit et v
l’image observée telle que:

v = u ∗ g + ϵ (3.66)

On cherche à reconstruire u avec un filtre h. Soit û l’estimateur de u.

û = v ∗ h (3.67)

Soient G la transformée de fourier de g, H la transformée de h, S la densité spectrale de puissance
moyenne de u et N la densité spectrale de puissance moyenne de ϵ.
Alors la transformée de fourier de h est :

H =
G∗S

|G|2S +N
(3.68)

Dans cette thèse, les filtres développés sont considérés comme des estimateurs linéaires de
dérivées partielles pour un signal bruité, et sont obtenus par minimisation de l’erreur quadratique
et en ce sens se rapprochent des théories proposées par Wiener.
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3.5 Opérateurs différentiels invariants par rotation et symétrie

3.5.1 Introduction

Lorsqu’on s’intéresse aux profils des filtres permettant de séparer les cellules de l’os en les
décomposant, on observe que certaines dérivées partielles telles que ∂x et ∂y ont des contribu-
tions quasi-nulles. D’autre part, ∂x et ∂y sont des dérivées très directionnelles (filtres direction-
nels [66]). Étant donné que l’orientation de l’image de la coupe histologique est arbitraire, la
segmentation que l’on souhaite obtenir doit être invariante par rotation. C’est une des raisons
possibles pour laquelle seuls les opérateurs différentiels invariants par rotation contribuent sig-
nificativement aux filtres pertinents pour l’analyse des images de cette thèse.

Passer dans l’espace des approximations des dérivées partielles à partir de la base canonique
des filtres correspond à un changement de base et il suffit d’appliquer la matrice A−1 ou A−1C
des sections 3.3.1 et 3.4.1 pour l’obtenir. La décomposition des filtres issus de la SVM sur la base
des filtres aux dérivées partielles permet de réduire la dimension de l’étude en se restreignant à
des sous-espaces pertinents. De plus, comme nous sommes amener à changer de base et donc
à avoir les valeurs des approximations des dérivées partielles, nous pouvons en profiter pour y
inclure des opérateurs non-linéaires. En effet certaines quantités comme, la norme du gradient,
sont des informations intéressantes pour le traitement d’images.
Pour être robuste à la rotation d’une image, nous allons chercher des opérateurs différentiels
invariants par rotation. Dans la suite de nouvelles notations seront utilisées relativement aux
sections précédentes.

Soient f : R2 7→ R C∞, et φ, une fonction sur les dérivées partielles ∂xf , ∂yf , ∂2
xf ,... telle

que :

φ(∂xf, ∂yf, ∂2
xf, ...). (3.69)

Par exemple,
φ(∂xf, ∂yf, ∂2

xf, ...) = ∂2
xf + ∂2

yf (3.70)
donne le Laplacien. Ici φ est linéaire et invariant par rotation.

Soit:
φ(∂xf, ∂yf, ∂2

xf, ...) =
√

(∂xf)2 + (∂yf)2 (3.71)
donne la norme du gradient. Ici φ est non linéaire mais invariant par rotation.

Soit:
φ(∂xf, ∂yf, ∂2

xf, ...) = ∂xyf (3.72)
correspond à φ linéaire mais dépendant de l’orientation.

Nous allons nous intéresser à la recherche d’opérateurs invariants par rotation et symétrie
axiale. Dans la suite du chapitre, φ désigne un opérateur différentiel linéaire ou non (nous nous
intéresserons surtout au cas polynomial).

3.5.2 Rotation de f

Soit f : R2 → R une image en niveau de gris. On note X la variable continue de R2, X = (x, y).
Soit gθ qui à le même profil que f mais avec une rotation d’angle −θ et de centre 0 :

gθ(X) = f(RθX) (3.73)

Concrètement, Rθ est la matrice 2 × 2 telle que :

Rθ =
(

cos(θ) − sin(θ)
sin(θ) cos(θ)

)
(3.74)
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Soient δX1, ..., δXk, k vecteurs de R2, le calcul de la différentielle d’ordre k de gθ donne:

dkgθ(X)(δX1, ..., δXk) = dkf(RθX)(RθδX1, ..., RθδX
k) (3.75)

On s’intéresse à la différentielle en 0 :

dkgθ(0)(δX1, ..., δXk) = dkf(0)(RθδX1, ..., RθδX
k) (3.76)

dkgθ(0) et dkf(0) sont des formes k linéaires symétriques.

Considerons maintenant la rotation d’angle −(θ + δθ) :

dkgθ+δθ(0)(δX1, ..., δXk) = dkf(0)(Rθ+δθδX
1, ..., Rθ+δθδX

k) (3.77)

Sachant que :

Rθ+δθ = Rθ + δθRθ+ π
2

+ o(δθ) (3.78)

On peut calculer la différentielle de θ 7→ dkgθ(0) :

dkgθ+δθ(0)(δX1, ..., δXk) = dkf(0)(RθδX1, ..., RθδX
k)+

δθ

 k∑
j=1

dkf(0)(RθδX1, ..., Rθ+ π
2
δXj , ..., RθδX

k)

+ o(δθ)
(3.79)

De manière à pouvoir utiliser les variables x et y dans des expressions mettant en jeu des
sommes et des tenseurs de manière fluide, nous allons, dans certaines expressions les remplacer
par des notations indicées x1 et x2 :

xi =
{
x si i = 1
y si i = 2 (3.80)

En tant que forme k linéaire symétrique, dkf(0) est un tenseur de taille 2 × 2 × ...× 2︸ ︷︷ ︸
kfois

de

coefficients (ai1,...,ik){i1,...,ik}∈{1,2}k . Concrètement dkf(0) est un polynôme de degré k sur les
composantes des δxj on a :

dkf(0)(δX1, ..., δXk) =
2∑

i1,...,ik=1
ai1,...,ikδx

1
i1 ...δx

k
ik

(3.81)

Ensuite, le tenseur dkf(0) est symétrique ce qui signifie sur les coefficients que :

∀σ ∈ Sk, aσ(i1),...,σ(ik) = ai1,...,ik (3.82)

Où Sn est l’ensemble des permutations de [|1, n|].
En effet, on a :

ai1,...,ik = (∂xi1
...∂xik

f)(0) (3.83)

qui donne le même résultat après permutation des dérivées partielles pour une fonction Ck

(théorème de Schwarz).
Finalement, seul le nombre de 1 et de 2 parmi les indices i1, ..., ik influe sur la valeur de ai1,...,ik .

Notons akp le coefficient ai1,...,ik avec p = Card ({ij , ij = 2, j ∈ [|1, k|]}) (le cardinal Card
désigne le nombre d’élément dans un ensemble), cette notation va être utilisée après le paragraphe
suivant. La valeur de akp est alors :

akp = ∂k−p
x ∂pyf(0) (3.84)
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En remplaçant RθδXj par δXj , l’équation 3.79 fait intervenir le tenseur :

k∑
j=1

dkf(0)(δX1, ..., Rπ
2
δXj , ..., δXk) (3.85)

Calculons les coefficients associés à ce tenseur.
On commence avec un terme de la somme : soit j ∈ [|1, k|],

dkf(0)(δX1, ..., Rπ
2
δXj , ..., δXk) =

2∑
i1,...,ik=1

ai1,...,ikδx
1
i1 ...

[
Rπ

2
δXj

]
ij
...δxkik (3.86)

=
2∑

i1,...,ik=1
ai1,...,ikδx

1
i1 ...(−1)ijδxj3−ij ...δx

k
ik

=
2∑

i1,...,ik=1
(−1)ij+1ai1,...,3−ij ,...,ikδx

1
i1 ...δx

j
ij
...δxkik

(3.87)
Le terme en 3 − ij est simplement une interversion des valeurs 1 et 2 :

3 − ij =
{

2 si ij = 1
1 si ij = 2 (3.88)

Ainsi, le coefficient bi1,...,ik en i1, ..., ik du tenseur de l’équation 3.85 est :

bi1,...,ik =
k∑
j=1

(−1)ij+1ai1,...,3−ij ,...,ik (3.89)

bi1,...,ik est finalement une somme de coefficients en ai1,...,3−ij ,...,ik . Nous savons que, par
symétrie, seul le nombre d’indice valant 1 ou 2 influe sur la valeur de ai1,...,3−ij ,...,ik , soit p =
Card ({ij , ij = 2, j ∈ [|1, k|]}) :

(−1)ij+1ai1,...,3−ij ,...,ik =
{

akp+1 si ij = 1
−akp−1 si ij = 2 (3.90)

Étant donné i1, ..., ik, on rencontre (k + 1 − p) fois le nombre 1 et p fois le nombre 2, on a donc
la valeur de bi1,...,ik :

bi1,...,ik = −pakp−1 + (k + 1 − p)akp+1 (3.91)

Étant donné que les tenseurs dkf(0) peuvent être représentés par des “matrices” de dimension
k, nous allons simplifier la notation de l’équation 3.79 :

dkgθ+δθ(0)(δX1, ..., δXk) = Ak + δθBk + o(δθ) (3.92)

3.5.3 Opérateur différentiel φ

Soit φ un opérateur réel :

(d1f(0), ..., dKf(0)) 7−→ φ
(
d1f(0), ..., dKf(0)

)
(3.93)

En poursuivant les calculs du paragraphe précédent, on obtient une condition nécessaire et
suffisante sur φ pour que l’opérateur différentiel associé soit invariant par rotation :

< ∇aφ(a), Aa >= 0 (3.94)

où :

a =


∂xf
∂yf
∂2
xf

∂xyf
...

 A =


A1 0 0
0 A2

. . .
. . . 0

0 0 AK

 Ak =


0 k 0

−1 . . . . . .
. . . . . . 1

0 −k 0

 (3.95)
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Ak est de taille (k + 1) × (k + 1).

aki = ∂k−i
x ∂iyf(0, 0) i ∈ [|0, k|] (3.96)

où k est l’ordre de la dérivée partielle, i est l’ordre de la dérivée selon y.

ak =



ak0
ak1
...
aki
...
akk


=



∂kxf(0, 0)
∂k−1
x ∂yf(0, 0)

...
∂k−i
x ∂iyf(0, 0)

...
∂kyf(0, 0)


(3.97)

Dans les parties qui suivent, nous allons chercher des polynômes de degré n de dérivées par-
tielles invariants par rotation. Par exemple si n = 1, l’opérateur φ est linéaire, si n = 2, il est
quadratique, etc. k désigne l’ordre des dérivées partielles, on nommera k1, k2 etc si différents
ordres interviennent, lorsqu’il n’y a qu’un seul ordre nous dirons qui φ est homogène.

3.5.4 Recherche des opérateurs différentiels invariants par rotation et linéaires
(n=1)

Soit φ une application linéaire sur les dérivées a:

φ(a) =
K∑
k=1

k∑
i=0

λki a
k
i (3.98)

λki est le coefficient associé à la dérivée aki .
Notons :

λk =

λ
k
0
...
λkk

 et λ =

λ
1

...
λK

 =


λ1

0
λ1

1
λ2

0
...
λKK

 on a alors : φ(a) = λ.a (3.99)

On a :
∇aφ(a) = λ (3.100)

Donc :

< ∇aφ(a), Aa >=< ATλ, a >=
K∑
k=1

< (Ak)Tλk, ak > (3.101)

∂θφ(a) = 0 ⇔ ATλ = 0 ⇔ ∀k ∈ [|1,K|], (Ak)Tλk = 0 (3.102)

On a alors que tout opérateur linéaire invariant par rotation peut être décomposé en opérateurs
linéaires invariant par rotation faisant intervenir des dérivées du même ordre.

Il n’a pas d’application linéaire non nulle invariante par rotation faisant intervenir des
dérivées d’ordre 1 :

AT1 λ
1 =

(
0 −1
1 0

)(
λ1

0
λ1

1

)
= 0 ⇔ λ1

0 = 0 et λ1
1 = 0 (3.103)

Plus généralement, lorsque det(ATk ) ̸= 0, alors il n’y a pas d’application linéaire non nulle
invariante par rotation faisant intervenir des dérivées d’ordre k.
Les matrices ATk ont des coefficients non nuls sur les sous diagonales et nuls partout ailleurs
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((ATk )[1, j] ̸= 0 ⇔ |i− j| = 1).
Soit Bn une matrice de cette forme ((Bn)i,j ̸= 0 ⇔ |i− j| = 1) de taille n× n avec n ≥ 3.

det(Bn) =

∣∣∣∣∣∣∣∣∣∣∣∣∣∣

0 b 0 . . . 0
a 0 d 0 . . . 0
0 c

0 Bn−2
...

...
0 0

∣∣∣∣∣∣∣∣∣∣∣∣∣∣
= −a

∣∣∣∣∣∣∣∣∣∣∣∣

b 0 . . . 0
c
0
... Bn−2
0

∣∣∣∣∣∣∣∣∣∣∣∣
= −abdet(Bn−2) (3.104)

Comme a ̸= 0 et b ̸= 0, on a :

det(Bn) ̸= 0 ⇔ det(Bn−2) ̸= 0 (3.105)

Comme on a, pour a, b, c, d ̸= 0 :∣∣∣∣∣0 b
a 0

∣∣∣∣∣ = −ab ̸= 0 et

∣∣∣∣∣∣∣
0 b 0
a 0 d
0 c 0

∣∣∣∣∣∣∣ = 0 (3.106)

Alors :
det(ATk ) ̸= 0 pour k impair et det(ATk ) = 0 pour k pair (3.107)

ATk est inversible pour k impair, donc ATk λk = 0 ⇒ λk = 0.
Donc il n’y a pas d’application linéaire non nulle invariante par rotation faisant intervenir des
dérivées d’ordre impair, mais il y en a toujours au moins une pour les ordres pairs.

Pour k = 2p, on peut séparer le système AT2pλ2p = 0 en deux parties :
−λ2p

1 = 0
(2p+ 1)λ2p

3 −3λ2p
1 = 0

. . .

(2p+ 1 − 2j)λ2p
2j+1 −(2j + 1)λ2p

2j−1 = 0

(3.108)


(2p)λ2p

0 −2λ2p
2 = 0

(2p− 2)λ2p
2 −4λ2p

4 = 0
. . .

(2p− 2j)λ2p
2j −(2j + 2)λ2p

2j+2 = 0

(3.109)

Le systéme (3.108) montre que les coefficients λ2p
i avec i impair, sont nuls :

λ2p
1 = 0

(2p+ 1)λ2p
3 − 3λ2p

1 = 0 ⇒ λ2p
3 = 0

...

par récurrence λ2p
2j−1 = 0 et (2p+ 1 − 2j)λ2p

2j+1 − (2j + 1)λ2p
2j−1 = 0 ⇒ λ2p

2j+1 = 0

(3.110)

A propos du systéme (3.109), on a :

2pλ2p
0 − 2λ2p

2 = 0 ⇒ λ2p
2 = pλ2p

0 (3.111)

(2p− 2)λ2p
2 − 4λ2p

4 = 0 ⇒ λ2p
4 =

p− 1
2 λ2p

2 =
p(p− 1)

2 λ2p
0 =

(
p
2

)
λ2p

0 (3.112)

La notation
(
p
j

)
désigne le coefficient binomial

p!
j!(p− j)!.

Par récurrence, supposons que λ2k
2j =

(
p
j

)
λ2k

0

(2p− 2j)λ2p
2j − (2j + 2)λ2p

2j+2 = 0 ⇒ λ2p
2j+2 =

p− j

j + 1

(
p
j

)
λ2k

0 (3.113)
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or :
p− j

j + 1

(
p
j

)
=

(p− j).p!
(j + 1).j!(p− j)! =

p!
(j + 1)!(p− (j + 1))! =

(
p

j + 1

)
(3.114)

Donc l’espace des solutions de AT2pλ2p = 0 est une droite vectorielle, il n’y a qu’une application
linéaire invariante par rotation.

En posant λ2p
0 = 1, on a : λ2k

2j =
(
p
j

)

φ(a2p) =
p∑
j=0

(
p
j

)
a2p

2j =
p∑
j=0

(
p
j

)
∂2p−2j
x ∂2j

y f = (∂2
x + ∂2

y)pf = ∆pf (3.115)

En ajoutant le cas k = 0 qui correspond à une dérivées d’ordre 0, c’est-à-dire l’identité f ,
nous avons le tableau récapitulatif des opérateurs différentiels linéaires invariants par rotation :

ordre de la dérivée k 0 1 2 3 4 5 6 7 ... 2p 2p+ 1 ...
opérateur différentiel f - ∆f - ∆2f - ∆3f - ... ∆pf - ...

3.5.5 Recherche des opérateurs différentiels invariants par rotation quadra-
tiques et homogènes (n = 2, k1 = k2)

Nous pouvons commencer par chercher des opérateurs différentiels s’exprimant comme polynôme
de degré 2 de dérivées partielles de même ordre.

φ(ak) =
1
2M : ak ⊗ ak =

1
2(ak)TMak (3.116)

où M = (Mi,j)i,j∈[|0,k|] est une matrice symétrique (k + 1) × (k + 1). Le 1
2 , de même que le

1
n plus tard, est introduit pour simplifier les notation dans la suite.
Les valeurs des coefficients de M permettront de trouver les valeurs des coefficients devant les
dérivées partielles dans l’expression de l’opérateur.
Par exemple pour k = 3, le coefficient M0,2 sera associé au produit de dérivées partielles
∂3
xf.∂x∂

2
yf , ce coefficient sera 2M0,2.

∇aφ(a) = Mak (3.117)

Par exemple, pour k = 1 (cas simple), nous avons :

< ∇aφ(a), A1a >= aTAT1 Ma avec A1 =
(

0 1
−1 0

)
(3.118)

(ici a désigne a1)
Les inconnus sont les coefficients de M , sachant que M0,1 = M1,0, il y a trois inconnues :
m1 = M0,0, m2 = M0,1 et m3 = M1,1. (Renommer ainsi les coefficients de M sera plus pertinent
pour k et/ou n grand et pour l’implémentation.)

aTAT1 Ma = −m2(a0)2 + (m1 −m3)a0a1 +m2(a1)2 (3.119)

Les coefficients doivent alors vérifier :
−m2 = 0

m1 −m3 = 0
m2 = 0

⇒
{
m3 = m1
m2 = 0 (3.120)

Le noyau de l’application linéaire M 7→ < ∇aφ(a), A1a > est de dimention 1, il y a donc un seul

opérateur différentiel correspondant à la matrice M =
(

1 0
0 1

)
.

aTMa = (a0)2 + (a1)2 = (∂xf)2 + (∂yf)2 = ∥∇f∥2 (3.121)
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Pour k ∈ N∗

M est une matrice (k + 1) × (k + 1) symétrique. Soit T l’ensemble des représentants des
classes d’équivalence à permutation près d’indices. Et ψ une fonction qui numérote ces classes
d’indice.

T = {(i, j), 0 ≤ i ≤ j ≤ k}, ψ : T → [|1, Card(T )|] (3.122)

Ici, Card(T ) =
(k + 1)(k + 2)

2 =
(
k + 2

2

)
. On peut choisir l’ordre lexicographique pour le con-

tage de T par ψ, c’est-à-dire : (0, 0), (0, 1), (0, 2), ... (0, k), (1, 1), (1, 2), ... (k − 1, k), (k, k).
On étend ψ sur chaque classe d’équivalence.

φ(a) =
1
2M : a⊗ a (3.123)

∂θφ(a) =< Aka, (M : ei1 ⊗ a)i1 >=
k∑

i1,i2,i3=0
(Ak)i1,i3Mi1,i2ai2ai3 (3.124)

(ici a désigne ak)
Le polynôme du second degré ∂θφ(a) est nul, ce qui signifie que la somme des coefficients
correspondant à un même ai2ai3 sont nuls.
On en déduit un système d’inconnu le vecteur (mi)i∈[|1,Card(T )|] :

Ligne I = ψ(i2, i3) :
∑

i1, i2, i3 ∈ [|0, k|],
ψ(i2, i3) = I

(Ak)i1,i3mψ(i1,i2) = 0 (3.125)

Pour k = 2,

(i1, i2) ∈ T ψ(i1, i2)
(0, 0) 1
(0, 1) 2
(0, 2) 3
(1, 1) 4
(1, 2) 5
(2, 2) 6

On peut établir le système d’inconnues de plusieurs manières (par exemple en développant
aTAT2 Ma, en disant que AT2 M est antisymétrique, ou en établissant les equations de chaque
ligne avec la formule (3.125)).
Le système obtenu est :

−m2 = 0
2m1 − 2m3 −m4 = 0

m2 −m5 = 0
2m2 − 2m5 = 0

2m3 +m4 − 2m6 = 0
m5 = 0

=⇒


m2 = 0
m6 = m1
2m3 = −m4 + 2m1
m5 = 0

(3.126)

Si on pose :

m1 = u et m4 = 2v on obtient :



m1
m2
m3
m4
m5
m6


= u



1
0
1
0
0
1


+ v



0
0

−1
2
0
0


(3.127)
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C’est une base du noyau de l’application linéaire sur m dont on a une expression avec le système.
Ce qui correspond à deux matrices :

M1 =

1 0 1
0 0 0
1 0 1

 et M2 =

 0 0 −1
0 2 0

−1 0 0

 (3.128)

aTM1a = (a0)2 + 2a0a2 + (a2)2 = (∂2
xf)2 + 2∂2

xf∂
2
yf + (∂2

yf)2 = (∆f)2 (3.129)

aTM2a = −2a0a2 + 2(a1)2 = −2∂2
xf∂

2
yf + 2(∂x∂yf)2 = −2 det(Hf ) (3.130)

où Hf est la matrice hessienne de f .

Donc dans le cas quadratique, pour des dérivées partielles d’ordre 2, nous avons deux
opérateurs : (∆f)2 et det(Hf ).

Voici un tableau montrant les opérateurs non linéaires pour un degré inférieur ou égal à 4
invariants par rotation:

k φ(a)
0 f2

1 ∥∇f∥2

2 (∆f)2

det(Hf )
3 (∂3

xf)2 + 3∂3
xf.∂x∂

2
yf + 3∂2

x∂yf.∂
3
yf + (∂3

yf)2

(∂3
xf)2 + 3(∂2

x∂yf)2 + 3(∂x∂2
yf)2 + (∂3

yf)2

4 (∆2f)2

det(H∆f )
∂4
xf.∂

4
yf − 4∂3

x∂yf.∂x∂
3
yf + 3(∂2

x∂
2
yf)2

3.5.6 Recherche des opérateurs quadratiques invariants par rotation et non
homogènes (n = 2, k1 ̸= k2)

On début de la section précédente, nous avons dit que nous commençons par des polynômes
faisant intervenir des dérivées partielles de même degré. Il existe aussi des polynômes tels que :
f.∆f , f.∆2f ou ∆f.∆2f qui sont invariants par rotation.

Si on cherche des opérateurs de degré 2 faisant intervenir des dérivées d’ordre 2 et 1, on a
une matrice M qui est de taille 3 × 2 :

φ(a) = M : a2 ⊗ a1 (3.131)

∂θφ(a) =< A2a
2, (M : ei1 ⊗ a1)i1∈[|0,2|] > + < A1a

1, (M : a2 ⊗ ei1)i1∈[|0,1|] > (3.132)

Cette fois-ci, M n’est pas symétrique (elle n’est même plus carrée).

Le système obtenu sur les coefficients de M est :

−M1,0 −M0,1 = 0
2M0,0 − 2M2,0 −M1,1 = 0

M1,0 −M2,1 = 0
M0,0 −M1,1 = 0

2M0,1 − 2M2,1 +M1,0 = 0
M1,1 +M2,0 = 0

(3.133)

Le système nous donne que tous les coefficients sont nuls, il n’y a donc pas d’operateurs invariant
par rotation de degré 2 avec des dérivées partielles d’ordre 1 et 2.
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Dans le cas du degré 2 avec deux ordres k1 et k2 distincts, on a :

φ(a) = M : ak1 ⊗ ak2 (3.134)

Avec M de taille (k1 + 1) × (k2 + 1).

∂θφ(a) = < Ak1a
k1 , (M : ei1 ⊗ ak2)i1 > + < Ak2a

k2 , (M : ak1 ⊗ ei1)i1 > (3.135)

=
k1∑
i1=0

k2∑
i2=0

k1∑
i3=0

(Ak1)i1,i3Mi1,i2a
k1
i3
ak2
i2

+
k2∑
i1=0

k1∑
i2=0

k2∑
i3=0

(Ak2)i1,i3Mi2,i1a
k1
i2
ak2
i3

(3.136)

Dans les deux sommes faisant intervenir i3, on peut simplifier par∑min(k1,i1+1)
i3=max(0,i1−1) et∑min(k2,i1+1)

i3=max(0,i1−1),
car (Ak)i1,i3 ̸= 0 ⇒ |i1 − i3| ≤ 1.
Ici les indices sont dans [|0, k1|]×[|0, k2|] (pas de symétrie ici car les produits ak1

i a
k2
j sont différents

pour des couples (i, j) différents), soit ψ la fonction de comptage :

ψ(i, j) = i(k2 + 1) + j + 1 (3.137)

Algorithmiquement, on a deux ensembles de trois boucles for :
On crée une matrice nulle B de taille (k1 + 1)(k2 + 1) × (k1 + 1)(k2 + 1).
somme 1 :
Pour i1 = 0 : k1, i2 = 0 : k2, i3 = max(0, i1 − 1),min(k1, i1 + 1) :

I = ψ(i3, i2), J = ψ(i1, i2), B[I, J ] = B[I, J ] + (Ak1)i1,i3 (3.138)

somme 2 :
Pour i1 = 0 : k2, i2 = 0 : k1, i3 = max(0, i1 − 1),min(k2, i1 + 1) :

I = ψ(i2, i3), J = ψ(i2, i1), B[I, J ] = B[I, J ] + (Ak2)i1,i3 (3.139)

Voici, dans le tableau, les opérateurs trouvés suivant les valeurs de k1 et k2 (la diagonale,
avec les points de suspension, correspond au tableau déjà établi pour le cas homogène).

(k1, k2) 0 1 2 3 4 5
0 ... - f.∆f - f.∆2f -
1 ... - < ∇f,∇∆f > - < ∇f,∇∆2f >

det(∇f,∇∆f) det(∇f,∇∆2f)
2 ... - (∂2

xf.∂
2
y − 2∂x∂yf.∂x∂y + ∂2

yf.∂
2
x)∆f -

((−∂2
x + ∂2

y)f.∂x∂y + ∂x∂yf.(∂2
x − ∂2

y))∆f
((∂2

xf − ∂2
yf).(∂2

x − ∂2
y) + 4∂x∂yf.∂x∂y)∆f

3 ... - (4 opérateurs)
4 ... -
5 ...

Ce n’est pas toujours facile de trouver une expression condensée pour ces opérateurs, il est
possible que le cas k1 = 2, k2 = 4 ait des expressions réduites de ces opérateurs.
Une utilisation formelle du symbole ∇ peut simplifier les expressions en :

((Hf − ∆fI2) : ∇ ⊗ ∇)(∆f), (Hf : ∇ ⊗ ∇)(∆f), (Rπ
2
Hf : ∇ ⊗ ∇)(∆f) (3.140)

On peut utiliser la notation suivante mais potentiellement ambigüe :

(∇T .Hf .∇)(∆f) (3.141)

mais par contre cet opérateur est différent de :

(∇(∆f))T .Hf .(∇(∆f)) (3.142)

qui lui est de degré 3.
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3.5.7 Recherche des opérateurs différentiels invariants par rotation, de degré
n et homogènes

φ(a) =
1
n
M :n ak ⊗ ...⊗ ak (3.143)

M est un tenseur symétrique de dimension n de taille (k + 1) × ...× (k + 1).

∂θφ(a) = < Aka
k, (M :n ei1 ⊗ ak ⊗ ...⊗ ak)i1 > (3.144)

=
k∑

i1=0
(Akak)[i1].M :n ei1 ⊗ ak ⊗ ...⊗ ak (3.145)

M :n ei1 ⊗ ak ⊗ ...⊗ ak =
k∑

i2,...,in=0
Mi1,i2,...,ina

k
i2 .a

k
i3 ...a

k
in (3.146)

(Akak)[i1] =
k∑

in+1=0
(Ak)i1,in+1a

k
in+1 (3.147)

Finalement nous cherchons les valeurs des coefficients de M de manière à ce que le polynôme
de degré n en ak soit nul :∑

i1,i2,...,in,in+1

(Ak)i1,in+1Mi1,i2,...,ina
k
i2 .a

k
i3 ...a

k
ina

k
in+1 = 0 (3.148)

Soit T , l’ensemble de représentants de classe d’équivalence d’indices à permutation près :

T = {(j1, ..., jn), 0 ≤ j1 ≤ j2 ≤ ... ≤ jn ≤ k} (3.149)

Le cardinal de T est de Cnn+k =
(
k + n
n

)
car l’application (i1, i2, ..., in) 7→ (i1+1, i2+2, ..., in+n)

est bijective de T dans l’ensemble des parties à n éléments de [|1, k + n|].
Soit ψ bijective qui compte les éléments de T , par exemple dans l’ordre lexicographique :

ψ : T → [|1, Card(T )|] (3.150)

On étend ψ sur les classes d’équivalence, elle est alors invariante par permutation des indices.

Ligne I = ψ(i2, i3, ..., in+1) :
∑

i1, i2, ..., in+1 ∈ [|0, k|],
ψ(i2, i3, ..., in+1) = I

(Ak)i1,in+1mψ(i1,i2,...,in) = 0 (3.151)

Le calcul à la main devient très vite laborieux, mais par résolution numérique, on peut établir
la matrice du système :
On créé un tableau B de taille Cnn+k × Cnn+k avec des valeurs nulles, on parcourt les indices
i1, i2, ..., in+1, on pose I = ψ(i2, i3, ..., in+1) et J = ψ(i1, i2, ..., in) et on remplit le tableau :

B[I, J ] = B[I, J ] + (Ak)[i1, in+1] (3.152)

Etant donné que les coefficients de Kk sont entiers, B est aussi à coefficients entiers. Les coeffi-
cients des polynômes qu’on recherche seront donc rationnels.

Souvent les logiciels de calculs ont une fonction qui donne le rang d’une matrice, on peut en
déduire la dimension du noyau de la matrice grâce au théorème du rang :
Théorème du rang : Si f est une application linéaire entre deux espaces vectoriels E et F
(f ∈ L(E,F )), alors :

rang(f) + dim(Ker(f)) = dim(E) (3.153)
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Donc, Cnn+k − rang(B) nous donne la dimension du noyau de B, ce qui correspond au nom-
bre maximal de polynômes de degré n de dérivées partielles d’ordre k invariants par rotation
linéairement indépendants.

Matlab propose la fonction null qui renvoit une base du noyau de la matrice en argument,
incluant des options de bases normées ou avec des coefficients rationnels.
Les coefficients de cette base du noyau de B ne sont pas encore les coefficients des polynômes
car il faut les multiplier par le nombre d’anagrammes des indices i1, ..., in associé à J . Soit cj le
nombres parmi les indices i1, ..., in valant j. Le nombre d’anagrammes est alors :

n!
c0!c1!...ck!

(3.154)

Par exemple, pour k = 2 et n = 3, J = 3 correspond aux indices (i1, i2, i3) = (0, 0, 2) dans T
mais il correspond à trois coefficients de M : M0,0,2, M0,2,0 et M2,0,0 qui sont égaux, mais dans
le calcul de ϕ(a), le coefficient associé à (a2

0)2a2
2 est M(0, 0, 2) + M(0, 2, 0) + M(2, 0, 0) = 3m3,

ce coefficient 3 devant m3 est le nombre d’anagrammes de (0, 0, 2).

3.5.7.1 Symétries axiales

Le système vérifié par le vecteur m peut être séparé en deux sous-systèmes.
Dans la formule (3.151) nous pouvons voir une correspondance entre la ligne I = ψ(i2, i3, ..., in+1)
et les coefficients mψ(i1,i2,...,in). Etant donné que Ak[i1, in+1] est nul lorsque |i1 − in+1| ≠ 1, alors
i1 et in+1 n’ont pas la même parité, or ce sont exactement les deux indices qui diffèrent dans
l’expression (dans les arguments dans ψ) de la ligne I et de l’indice de m. Donc sur une même
ligne, il n’y aura que des coefficients m dont les indices associés sont de somme i1 + i2 + ...+ in
paire, ou de somme impaire.
Dans les exemples de la partie quadratique, les coefficients m de somme impaire correspondent
à m2 dans le cas k = 1, et à m2 et m5 dans le cas k = 2. Et les λ2p

2j+1 dans la partie linéaire.

akp = ∂k−p
x ∂pyf(0, 0) = dkf(0, 0)

((1
0

)
, ...,

(
1
0

)
,

(
0
1

)
, ...,

(
0
1

)
︸ ︷︷ ︸

p fois

)
(3.155)

La même dérivée partielle mais dans les directions x et −y vaut :

∂k−p
x ∂p−yf(0, 0) = dkf(0, 0)

((1
0

)
, ...,

(
1
0

)
,

(
0

−1

)
, ...,

(
0

−1

)
︸ ︷︷ ︸

p fois

)
= (−1)pakp (3.156)

Soit :
φ(a) = M :n ak ⊗ ...⊗ ak (3.157)

un polynôme de degré n de dérivées partielles d’ordre k, et :

S(ak) =


(−1)0ak0
(−1)1ak1

...
(−1)kakk

 = ((−1)pakp)p∈[|0,k|] (3.158)

la symétrie d’axe Ox des dérivées partielles d’ordre k.
Si φ est invariante par symétrie, alors elle vérifie :

M :n S(ak) ⊗ ...⊗ S(ak) = M :n ak ⊗ ...⊗ ak (3.159)

Pour chaque ensemble d’indices i1,i2,...,in à permutation près et son nombre d’annagrammes c
(c ≥ 1) on a :

cMi1,i2,...,in(−1)i1+...+inaki1 ...a
k
in = cMi1,i2,...,ina

k
i1 ...a

k
in (3.160)
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Donc si φ est invariant par symétrie axiale alors ces coefficients Mi1,...,in non nuls sont de somme
i1 + ...+ in paire.
Nous avons vu en début de paragraphe que les opérateurs invariants par rotation peuvent être
séparés en deux familles : ceux qui font intervenir des coefficients de somme d’indices paire, et
ceux de somme d’indices impaire.
Ceux de somme d’indices impaire présente une antisymétrie axiale :

φ(S(ak)) = −φ(ak) (3.161)

Pour en revenir aux images de coupes histologiques, les opérateurs antisymétriques ne
seraient a priori pas utiles étant donné qu’une lame de tissu peut-être déposée en recto ou
verso sur la lame de verre (ce qui correspond à une symétrie axiale sur l’image).

Par exemple, pour les polynômes de degré 3 on a le début de tableau suivant :

k n = 3 n = 4
0 f3 f4

1 - ∥∇f∥4

2 (∆f)3 (∆f)4

(∂2
xf)3 + 3∆f.(∂x∂yf)2 + (∂2

yf)3 (∆f)2.det(Hf )
(det(Hf ))2

3 - (5 opérateurs)
4 (5 opérateurs) (8 opérateurs)

(dont 1 antisymétrique)
5 - (12 opérateurs)
6 (8 opérateurs) (18 opérateurs)

(dont 2 antisymétriques)

3.5.8 Un exemple en degré 3 non homogène

On cherche les opérateurs de degré 3 dont les produits font intervenir deux dérivées partielles
d’ordre 1 et une d’ordre 2.

φ(a) = M :3 a1 ⊗ a1 ⊗ a2 (3.162)

M est de taille 2 × 2 × 3 avec une symétrie sur seulement les deux premiers indices : Mi1,i2,i3 =
Mi2,i1,i3 .

∂θφ(a) = 2 < A1a
1, (M :3 ei1 ⊗ a1 ⊗ a2)i1 > + < A2a

2, (M :3 a1 ⊗ a1 ⊗ ei1)i1 > (3.163)

= 2
1∑

i1=0

1∑
i2=0

2∑
i3=0

1∑
i4=0

(A1)i1,i4Mi1,i2,i3a
1
i2a

1
i4a

2
i3 +

2∑
i1=0

1∑
i2=0

1∑
i3=0

2∑
i4=0

(A2)i1,i4Mi2,i3,i1a
1
i2a

1
i3a

2
i4

(3.164)
T = {(i1, i2, i3), 0 ≤ i1 ≤ i2 ≤ 1, 0 ≤ i3 ≤ 2} (3.165)

Ici Card(T ) = 9.

On trouve trois opérateurs :

(1, 1, 2) (∇f)T .(Hf − ∆f.I2).∇f
(∇f)T .Hf .∇f
(∇f)T .Rπ

2
Hf .∇f (antisymétrique)

où Rπ
2

est la matrice de rotation d’angle π
2



3.5. OPÉRATEURS DIFFÉRENTIELS INVARIANTS PAR ROTATION ET SYMÉTRIE 59

On peut remarquer que (∇f)T .(Hf −∆f.I2).∇f est le numérateur de l’expression développée
de la courbure des lignes de même couleur sur un canal:

div

(
∇f

∥∇f∥

)
(3.166)

(le dénominateur est ∥∇f∥3).
La quantité :

(∇f)T .(Hf − ∆f.I2).∇f − α∥∇f∥3 (3.167)

est positive sur des parties de l’image dont la courbure est suppérieure à α.
Donc, même si la courbure est une fraction, un algorithme cherchant une application linéaire
sur des observations comprenant les quantités (∇f)T .(Hf −∆f.I2).∇f et ∥∇f∥3 pourra prendre
en compte la courbure des lignes de même couleur.

Le cas (1, 1, 4) donne des résultats similaires :

(1, 1, 1) -
(1, 1, 2) (∇f)T .(Hf − ∆f.I2).∇f

(∇f)T .Hf .∇f
(∇f)T .Rπ

2
Hf .∇f (antisymétrique)

(1, 1, 3) -
(1, 1, 4) (∇f)T .(H∆f − ∆2f.I2).∇f

(∇f)T .H∆f .∇f
(∇f)T .Rπ

2
H∆f .∇f (antisymétrique)

(1, 1, 5) -
(1, 1, 6) 3 opérateurs
(1, 1, 7) -

3.5.9 Opérateurs invariants sur deux fonctions

Jusqu’à présent, nous nous sommes intéressés aux opérateurs invariants sur une fonction f , mais
en fait, une image en couleur est la donnée de trois canaux. On pourrait également rechercher
des opérateurs faisant intervenir deux fonction ou plus.

Voici un exemple simple avec deux fonctions f et g et la recherche d’opérateurs de degré 2
faisant intervenir (dans leurs produits) une dérivée d’ordre 1 de f et une dérivée d’ordre 1 de g
:

φ(a(f), a(g)) = M : a1(f) ⊗ a1(g) (3.168)

∂θφ(a(f), a(g)) = < A1a
1(f), (M : ei1 ⊗ a1(g))i1 > + < A1a

1(g), (M : a1(g) ⊗ ei1)i1 > (3.169)

=
∑

0≤i1,i2,i3≤1
A1i1,i3Mi1,i2a

1
i3(f)a1

i2(g) +
∑

0≤i1,i2,i3≤1
Ai1,i3M1i2,i1a

1
i2(f)a1

i3(g) (3.170)

Ce qui donne le système :
−M1,0 −M0,1 = 0
−M1,1 +M0,0 = 0
M0,0 −M1,1 = 0
M0,1 +M1,0 = 0

=⇒


M0,0
M1,1
M0,1
M1,0

 = u


1
1
0
0

+ v


0
0
1

−1

 (3.171)

On a deux opérateurs sur f et g :

< ∇f,∇g >, det(∇f,∇g) (3.172)
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3.6 Variance locale

3.6.1 Variance sur des fenêtres de l’image

La recherche de filtres quadratiques, pour différentier les phases osseuses et cellulaires dans les
coupes immunohistologiques, nous a mené vers des opérateurs se rapprochant de la variance.
Cependant, les matrices des parties précédentes qui interviennent dans le calcul des filtres devi-
ennent difficilement inversibles numériquement lorsque le taille de la fenêtre augmente.

Nous sommes donc revenu à un calcul de variance statistique des couleurs de l’image sur des
fenêtres de taille 20 × 20 pixels quadrillant notre image.
C’est à dire que sur chaque fenêtre, nous avons 400 valeurs rouges (ri)i∈[|1,400|],

Vfenêtre rouge = V ar((ri)i) =
1

400
∑
i

(ri − r̄)2 (3.173)

et la variance totale est calculée en sommant les variances sur chaques couleurs :

Vfenêtre = Vfenêtre rouge + Vfenêtre vert + Vfenêtre bleu (3.174)

Figure 3.15: Image initiale au dessus, et variance des couleurs sur des fenêtres de tailles 20px×
20px en dessous.

On observe une différence de variance sur les parties occupées par des cellules et celles re-
couvertes par de l’os. Comme pour tout le reste de la partie sur les filtres, le but n’est pas
d’avoir une segmentation qui distingue tous les éléments biologiques de l’image, mais bien de se
concentrer sur ce que le KNN n’arrive pas à classer correctement.
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3.6.2 Variance locale lisse sur l’image

On peut définir un analogue local de la variance statistique.
Voici une expression de la variance :

V ar(X) = E
(
(X − E(X))2

)
(3.175)

On peut décider de calculer une moyenne en pondérant les valeurs Xi avec un coefficient αi où
i parcourt l’image. La moyenne devient :

E(X) =
∑
i αiXi∑
i αi

(3.176)

Cette pondération peut nous permettre de donner plus de poids aux valeurs des couleurs proches
d’un pixel, par exemple avec une gaussienne :

E(X) =
∑
i,j αi,jXi,j∑
i,j αi,j

(3.177)

αi,j = exp
(

− 1
2σ2 ((i− i0)2 + (j − j0)2)

)
(3.178)

L’espérance devient ici un filtre gaussien, on peut donc utiliser le flou gaussien qui est disponible
dans la plupart des langages de programmation et qui est optimisé. On a donc une variance
locale sur une image qui serait :

V ar(I) = flou
(
(I − flou(I, σ))2, σ

)
(3.179)

Cette variance locale est un filtre quadratique.

Nous pouvons donc observer quelles sont les valeurs de cette variance locale sur une image
d’immunohistologie dont nous avons sélectionné des parties osseuses et des cellules (figure 3.16).

Figure 3.16: Échantillon d’os et de cellule sur une coupe d’immunohistologique.
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Afin d’avoir des résultats plus visibles pour l’illustration, nous avons affiché un écart-type
local en prenant la racine carrée. Nous obtenons une répartition des écart-types pour une valeur
de σ = 6, 5 sur les pixels des os ou des cellules selectionnés qui sépare de manière satisfaisante
ces deux classes (figure 3.17).

Figure 3.17: Répartition de l’écart-type entre l’os et les cellules.

Nous avons essayé de faire la même chose avec des moments d’ordre suppérieur :

µp = E ((X − E(X))p) (3.180)

mais ils n’ont pas donné plus d’informations, même combinés avec la variance. Cependant,
il semblerait que le fait de prendre des σ1 et σ2 distincts dans l’expression :

f(I) = flou
(
(I − flou(I, σ1))2, σ2

)
(3.181)

permettrait d’avoir de meilleurs résultats.

Le filtre non-linéaire ϕ peut s’écrire:

ϕ(I) = f

(
1
3

3∑
i=1

|Ii − f(Ii)|p
)
, (3.182)

où I est l’image segmentée par KNN, et Ii avec i = 1. . . 3, la matrice 2D des composantes du
cube RGB, f le flou gaussien optimisé avec un rayon de R = 6.5px et p un exposant obtenu par
optimisation du score ou indice de Jaccard.

3.7 Conclusion

Dans ce chapitre, différentes façons de déterminer des filtres permettant la segmentation fine
des coupes histologiques et immuno-histologiques a été proposée. Il n’y a pas de filtre idéal sur
toutes les images et chaque filtre doit être utilisé pertinemment au cas par cas, par exemple
en fonction de la nature dentelée ou en forme de travées de la phase osseuse. Le tableau 3.2
reprend la conclusion du chapitre 2 en ajoutant les scores associés à l’adjonction de filtres SVM
ou de classification par variance locale. On voit qu’en moyenne le score est amélioré de 4 à 5%
par ces approches. Une illustration des segmentations obtenues par ces différentes approches est
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donnée figure 3.18. Dans l’exemple proposé, la variance locale donne les meilleurs résultats. En
parallèle, ce chapitre détaille des analyses théoriques permettant la décomposition de tout filtre
de voisinage n timesn, non interprétable directement, comme la SVM, sur des filtres aux dérivées
partielles dans le cas d’images non bruitées et bruitées. En effet, pour envisager d’utiliser ces
algorithmes dans un contexte d’application médicale, il est nécéssaire de pouvoir interpreter
les résultats obtenus. Une séparation par familles de problèmes sur une cohorte pourrait par
exemple permettre l’utilisation de ces filtres aux dérivées partielles qui améliorent le temps de
calcul relativement à la SVM et sont interprétables. De plus des familles de filtres linéaires, non-
linéaires, homogènes et non homogènes, invariants par rotation et symétrie ont été determinés.
L’utilisation de ces filtres dans les itérations de la SVM non linéaire pourrait être envisagé pour
appliquer des approches de haute performance en terme de score mais avec un gain considérable
en temps de calcul.

KNN
(supervised)

Parameters k=15
CPU time 5.70 s
Score test 91.55 %

Score + lissage largeur 4 93.04 %
lissage 2 + variance locale 96.21 %

(p=0.2,s=11p,r=6.5)
lissage 2 + taille parties connexes 95.23 %

(s=30000)
lisse + SVM(r=15) 95.15 %

Table 3.2: Comparaison du score de Jaccard avec une approche KNN associée à différents filtres
pour une coupe immunohistologique (marquage CD68). Les filtres explorés sont la variance
locale, la discrimination sur la taille des parties connexes et l’utilisation d’un filtre SVM.

Figure 3.18: Applications des filtres SVM (r = 15), variance locale (p = 0.2, s = 11p, r = 6.5) et
retrait des parties connexes sur une coupe CD68 (s = 30000) et observations de leurs différences.
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Chapter 4

Métriques et cartes de correlation
locale
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Dans ce chapitre, l’objectif est de proposer des méthodes de caractérisation géométriques des
ostéosarcomes en proposant différentes méthodes de calculs de métriques adaptées aux images
cliniques que nous étudions. À l’heure actuelle, il n’existe pas, à notre connaissance, de méthodes
quantitatives permettant d’explorer les couplages entre réponse immunitaire, formation de tissu
osseux ou fibreux et réponse au traitement. Pour explorer ce manque, les idées sous-jacentes
sont dans un premier temps d’étudier la microarchitecture et, par la suite, de s’intéresser à la
mécanique de ces milieux poreux complexes.

Dans ce chapitre nous proposons des méthodes pour la caractérisation de la porosité, du
périmètre spécifique correspondant à la longueur de l’interface milieu osseux avec son environ-
nement, de l’épaisseur des travées osseuses, de la densité cellulaire et du calcul des correlation
spatiales locales. Ceci constitue une des originalités de ce travail par rapport à la littérature du
domaine. Les images explorées dans la suite sont segmentée par les méthodes décrites dans les
chapitres 2 et 3.

4.1 Porosité et définition de longueurs caractéristiques

4.1.1 Définition et premiers calculs de porosité

La porosité ϵ est le rapport du volume de la phase non solide sur le volume total. Dans le
contexte de cette étude, les images étant bidimensionnelles, il s’agira d’un rapport de surfaces.

ϵ =
Vpores

Vtotal
(4.1)

65
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La porosité se calcule sur une image binarisée qui segmente la partie osseuse et le reste.
Ici, on associe le label 1 à la “phase fluide” considérée comme la combinaison de tout ce qui
n’est pas du tissu osseux. L’image binarisée est établie à partir de la segmentation, suivie d’un
post-traitement : suppression de petites parties connexes de l’os et de petits trous dans l’os (ce
post-traitement sera encore plus utile lors qu’il s’agira d’estimer les rayons moyens locaux des
travèes osseuses). Le calcul de la porosité sur l’image se fait en comptant les pixels ayant le
label 1 et en divisant par le nombre total de pixels sur une région d’intérêt carrée.

La figure 4.1 montre une image de coupe histologique et sa binarisation à partir des méthodes
de segmentation proposées dans le chapitre 2.La porosité globale sur cette image est de ϵ ≈
0, 703.

a b

Figure 4.1: a) Coupe histologique H&E (taille 8928px*17568px, largeur pixel =0.466µm), b)
image segmentée puis binarisée.

Cependant nous voyons que cette porosité globale a un sens limité sur cette image. Premièrement
parce qu’il y a une partie de “vide” en haut et l’image, et deuxièmement parce que dans la partie
où le tissu osseux est présent, la porosité peut varier localement. Nous allons nous intéresser à
une estimation locale de la porosité. Une première méthode est de découper l’image en fenêtres
carrées (ou pavage) et de calculer la porosité à l’intérieur de chaque fenêtre.

Figure 4.2: Illustration de la porosité sur des fenêtres avec un côté de 200, 500, 1000 puis 2000
pixels (blanc ϵ = 1, noir ϵ = 0).

Une largeur de fenêtre (ou région d’intérêt) trop petite ne rend pas bien compte d’une porosité
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mais fait réapparrâıtre les travées osseuses (figure 4.2) alors qu’une largeur trop importante peut
faire perdre de l’information sur l’hétérogénéité spatiale du milieu. Il y a alors la nécéssité de
déterminer une taille caractéristique de la fenêtre avec laquelle nous allons estimer la porosité.

4.1.2 Longueur caractéristique par méthode des fenêtres croissantes

On peut observer l’évolution de la porosité sur des fenêtres de tailles croissantes et identifier à
quelle taille de fenêtre le calcul de porosité est le plus pertinent. La figure 4.3 est un exemple
sur l’image segmentée présentée (figure 4.1), avec une fenêtre dont le centre est au centre de
l’image avec une largeur allant de 10 à 2000 par pas de 10. Nous observons une largeur à partir
de laquelle la porosité atteint un plateau entre 700 et 800 pixels. L’existence de ce plateau
traduit le fait que la porosité est quasi-stationnaire et il est alors possible de définir la porosité
sur une fenêtre de taille caractéristique appartenant à ce plateau pour que cette région soit
représentative du milieu. Ceci est vrai si cette propriété est vérifiée quelque soit le centre de la
fenêtre. On parle alors de séparation d’échelles entre l’échelle du pore et l’échelle du tissu et une
surface élémentaire représentative du milieu peut être définie [71].

Figure 4.3: Calcul de la porosité sur des fenêtres carrées de tailles croissantes. En abscisse est
représentée la largeur des fenêtres carrées et en ordonnée la porosité sur cette fenêtre.

Pour détailler l’évolution de la courbe 4.3, on observe que pour une fenêtre trop petite (figure
4.4), on est encore dans une partie segmentée avec le label 0 (partie osseuse), c’est pourquoi la
porosité est de 0 pour un petit ”rayon” (ou largeur de fenêtre). Ensuite, la phase ”fluide” est
prise en compte pour recouvrir une partie plus représentative de l’image.
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rayon = 100 rayon = 200 rayon = 300 rayon = 400 rayon = 500

rayon = 800 rayon = 1000 rayon = 1500 rayon = 2000

Figure 4.4: Images binarisées à partir de segmentation KNN. La phase osseuse est identifiée en
noir, le reste en blanc. Zooms sur l’image binarisée en fonction du ”rayon” ou largeur de fenêtre,
ramenés à la même surface.

Dans le cas le cas de l’ostéosarcome, la phase osseuse est cependant très hétérogène spatiale-
ment et en fonction de la position du centre de la fenêtre il est parfois difficile d’identifier un
plateau comme l’illustre la figure 4.5. Il n’y a donc pas séparation d’échelles dans ce milieu.

Figure 4.5: Distribution de la porosité pour des fenêtres de tailles croissantes centrées en pixel
(6784, 4464).

4.1.3 Longueur caractéristique par méthode des semivariogrammes

Une autre méthode pour déterminer une distance caractéristique est l’utilisation de semi-variogrammes
[72].

On définit la semi-variance γ où X représente la valeur binaire 0 ou 1 du pixel dans la
position x, h est une distance:

γ(h) =
1
2E
(
|X(x+ h) −X(x)|2

)
(4.2)

c’est un ecart quadratique entre le profil binaire et ce même profil translaté.

Nous avons alors :

γ(0) = 0 (4.3)
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Supposons que h soit de norme suffisamment grande, γ(h) va se rapprocher d’une valeur telle
que X(x+ h) et X(x) soient indépendants. On a alors :

E
(
|X(x+ h) −X(x)|2

)
= E

(
|X(x+ h) −X(x)|

)
= P

(
X(x+ h) ̸= X(x)

)
(4.4)

= P
(
X(x+h) = 1

)
P
(
X(x) = 0|X(x+h) = 1

)
+P
(
X(x+h) = 0

)
P
(
X(x) = 1|X(x+h) = 0

)
(4.5)

= P
(
X(x+ h) = 1

)
P
(
X(x) = 0

)
+ P

(
X(x+ h) = 0

)
P
(
X(x) = 1

)
(4.6)

= 2ε(1 − ε) (4.7)

où ε est la porosité. Donc, pour h de norme grande

γ(h) −→
∥h∥→+∞

ε(1 − ε) (4.8)

Le profil des semi-variances dans une direction donnée est un semi-variogramme. Voici un
exemple de semi-variogramme sur une image binaire segmentant l’os et la phase fluide dont
chaque courbe correspond aux directions (1, 0), (

√
2

2 ,
√

2
2 ), (0, 1) et (−

√
2

2 ,
√

2
2 ) :

Figure 4.6: Semivariogramme indiquant γ en fonction de h de l’image binaire, les couleurs des
quatre courbes sont associées à des directions de h différentes. 4.1b.

On observe sur le semivariogramme 4.6 qu’il ne semble pas y avoir d’anisotropie, et qu’à
partir d’une distance de 800 pixels, on peut considérer que X(x) et X(x+h) sont indépendants.
Ce qui est consistant avec la méthode des fenêtres croissantes. Cependant, cette approche por-
pulaire en géophysique et méthodes de krigeages pour estimer les caractéristiques d’un milieu
poreux défini par des informations parcellaires, a tendance à filtrer les variations de la moyenne
des variables et dans le but d’étudier l’hétérogénéité de l’ostéosarcome, la méthode des fenêtres
croissantes sera préférée.
Le demivariogramme 4.7 montre un exemple de surface de γ en fonction de h sur un domaine de
R2. L’observation des lignes de niveaux de γ permet de visualiser l’invariance ou la dépendance
par rotation de γ.
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Figure 4.7: Semivariogramme sur h parcourant [−400, 400] × [−400, 400] sur l’image binarisée
associée à l’os une coupe immunohistologique marquée au CD8. Avec représentation des lignes
de niveau en bas.

4.1.4 Longueur caractéristique du pavage des cartes

Bien qu’aucune longueur caractéristique ne puisse être définie sur l’ensemble de la lame, nous
nous inspirons de l’approche numérique de Durlofsky [47] pour calculer des propriétés de trans-
port dans des milieux poreux, par méthode de pavage, où une séparation d’échelle ne peut pas
être définie. Dans ce contexte un pavage où les éléments peuvent prendre une taille arbitraire
est réalisé. Dans le contexte de cette étude une taille caractéristique de 800 pixels est choisie.
La carte de porosité sur coupe entière immunohistologique est illustrée figure 4.8. Les zones
principalement cellulaires sont représentées en vert et les zones principalement osseuses en noir.

Figure 4.8: a) Coupe immunohistologique entière marquée au CD68 (largueur de coupe 4cm
avec une résolution de 0.466 µm), b) carte de porosité sur un pavage dont les éléments ont une
taille caractéristique de 800px.
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4.2 Périmètre spécifique

Afin de caractériser le tissu osseux géométriquement, on souhaite estimer la longueur de l’interface
ou périmètre entre la phase fluide et la phase osseuse. En effet, en plus de donner une mesure de
l’interface entre la phase osseuse et la phase liquide, le périmètre comparé à la porosité donne des
informations sur la régularité de cette interface. On définit qu’un pixel appartient à l’interface,
si un pixel associé à une label 0 ou 1 possède au moins un pixel voisin associé à l’autre label.
La frontière entre ces deux interfaces n’est pas rigoureusement définie, mais on souhaite se rap-
procher du périmètre d’une courbe “théorique” qui séparerait les deux phases. On suppose que
cette courbe possède une longueur au sens de mesure de Lebesgue, mais nous verons plus tard
quelle possède un aspect fractal et que le “périmètre” peut dépendre de l’échelle à laquelle on
s’intéresse.

La première approche ”grossière” consiste à effectuer un comptage de pixels qui cependant
surestime la longueur théorique comme illustré figure 4.9. Nous voyons qu’entre l’illustration
centrale et celle de droite, il y a un facteur

√
2 sur l’estimation du même périmètre par comptage

de pixels, qui se maintiendra quel que soit l’échelle considérée. Il y a donc un biais en fonction
de l’orientation alors que le périmètre est une quantité invariante par rotation.

Figure 4.9: Illustration de l’erreur commise sur le calcul du périmètre par comptage de pixels.

Afin de réduire ce biais, il est possible de dilater la frontière avec des disques de rayon r. La
figure 4.10 montre un exemple de dilatation d’une frontière, sur une partie de l’image figure 4.1b
et c, avec des disques de rayon r = 5 et r = 20.
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a b c

Figure 4.10: a) Frontière entre les labels, b) dilatation avec un rayon de 5 pixels et c) dilatation
avec un rayon de20 pixels.

On compte le nombre de pixels de cette dilatation qui vaut approximativement 2r× p, où p
est le périmètre. On fait ensuite tendre r vers 0 et on estime la limite du quotient du nombre
de pixels de cette dilatation et 2r qui est p. Théoriquement, la dilatation Fr de la frontière est
donnée par:

Fr = {x ∈ Ω, dist(x, F ) ≤ r} (4.9)

où x est la coordonée d’un élément de la frontière Ω.
Le contenu de Minkowski (Formule de Steiner-Minkowski) dit que pour une courbe paramétrée

compacte dans R2 de classe C2, alors sa longueur est la limite :

1
2rµ(Fr) −→

r→0
p (4.10)

où µ est ma mesure de Lebesgue.

a b

Figure 4.11: a) Nombre de pixels de la dilatation de la frontière en fonction du rayon r des
disques, b) régression linéaire du quotient du nombre de pixels de la dilatation de la frontière et
2r, en fonction de r.

La figure 4.11a illustre le nombre de pixels de la dilatation de la frontière en fonction du
rayon r des disques, la figure 4.11b illustre le quotion du nombre de pixels et 2r en fonction de
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r. Sur cette dernière courbe bruitée proche de 0, on peut effectuer une régression linéaire.
Sur la figure 4.11b, nous pouvons ainsi estimer un périmetre spécifique d’environ 7, 2 × 105

pixels entre la phase fluide et osseuse.

4.3 Mesure locale des dimensions caractéristiques du tissu os-
seux

Dans cette partie, nous allons chercher à déterminer des longueurs caractéristiques du tissu
osseux et en particulier l’épaisseur des travées. Dans cette section l’image considérée est une
coupe H&E, segmentée par KNN avec retrait des petites parties connexes (voir chapitre 2).

A l’intérieur de l’os, la distance de chaque pixel à l’interface est calculée (figure 4.12) en
prenant la distance euclidienne relative au pixel de l’interface le plus proche.
Cette méthode d’approximation des largeurs des travées osseuses se rapporche de l’utilisation
des lignes de partage des eaux qui a déjà montré son intérêt dans l’étude morphologique de l’os
[73].

a b

c d

Figure 4.12: a) Zoom sur coupe histologique marquée H&E, b) Image binaire associée avec retrait
des petites parties connexes, c) distance de chaque pixel de la phase osseuse à l’interface os/fluide
en représentation planaire (légende équivalente à l’axe vertical de la figure d), d) distance de
chaque pixel de la phase osseuse à l’interface os/fluide en représentation.

On peut interpréter cette distance, d’un pixel de l’os à l’interface, comme le plus grand
rayon des disques contenus dans la partie osseuse (figure 4.13a). Ainsi, les maxima locaux de la
distance à l’interface os/fluide sont les centres des cercles tels que localement, il est impossible
de déterminer de plus grand cercle. La figure 4.13b montre les maxima locaux de la distance
obtenus sur l’image binaire.
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a b

Figure 4.13: a) Plus grand cercle contenu dans l’os centré en un pixel fixé représenté par un
point bleu, b) maxima locaux de la distance os/interface marqués par des points rouges.

Après avoir obtenu des maxima locaux sur lesquels identifier les distances, toutes ces valeurs
de maxima ne sont pas à considérer avec le même poids pour définir une taille ou rayon car-
actéristique du tissu osseux. Nous allons utiliser le watershed dans la suite afin d’associer une
partition de l’os à l’ensemble des pixels sur lesquels un maximum local est identifié. Le watershed
peut-être vu comme une descente de gradient.

Figure 4.14: Opposé de la distance os/interface.

La figure 4.14 représente la surface qui, à chaque pixel, donne le négatif de la distance à la
partie segmentée comme fluide. Dans cette figure, un pixel de l’os est associé à un minimum
local, correspondant aux maxima locaux donnés dans la figure 4.13b. La partie osseuse est
labellisée en associant un même label à chaque pixel associé au même minimum local par la
méthode watershed, figure 4.15. L’aire de la zone associée à un minimum local (représentation
par chaque couleur) donne un poids avec lequel considérer le maximum local de la distance dans
le tissu osseux (figure 4.16).
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Figure 4.15: Partition de l’os obtenue par l’algorithme du watershed.

Figure 4.16: Distance maximale (axe vertical) sur chaque partie obtenue par le watershed. Les
axe horizontaux correspondent aux variables spatiales.

Nous pouvons ainsi déterminer une épaisseur moyenne des travées osseuse. Sur l’image
explorée dans ce paragraphe, la moyenne des maxima locaux, pondérée par la surface de la zone
associée, donne un rayon caractéristique moyen de:

r ≈ 145, 03 pixels (4.11)

Ce processus peut être défini sur un pavage de la coupe entière, de manière analogue au calcul
de porosité, afin d’obtenir une cartographie des tailles caractéristiques des travées osseuses.

4.4 Calcul de la densité cellulaire

a b

Figure 4.17: a) Coupe histologique H&E, b) image binaire issue de la segmentation KNN avec
filtre SVM indiquant les cellules en blanc.

Dans la suite, on utilise la segmentation obtenue avec le KNN et l’adjonction d’un filtre SVM,
pour avoir une image binaire qui marque les pixels classés dans les cellules avec le label 1, le
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reste étant défini par le label 0 (figure 4.17) . La recherche de chaque cellule sur l’image binaire
correspond à la recherche des parties connexes. On retire les parties connexes qui contiennent
un nombre de pixels en dessous d’un certain seuil (50px), correspondant au bruit. La figure 4.18
montre la répartition des tailles (en pixels) des parties connexes obtenues. Dans cet exemple
5496 parties connexes sont obtenues.

Figure 4.18: Répartion de la taille des parties connexes (cellules) de plus de 50 pixels. Ordonnées:
nombre de parties connexes, abscisses: surface en pixels.

Par la suite, on peut déterminer le barycentre (xG, yG) des parties connexes qui se calcule
avec la moyenne des positions des pixels de la partie connexe, c’est l’analogue discret du calcul
de centre de gravité dans le cas continu:

xG =
1

|C|

∫
C
xdτ , yG =

1
|C|

∫
C
ydτ (4.12)

La figure 4.19a montre la répartition des barycentres des cellules dans l’image.

a b

Figure 4.19: a) Répartion des barycentres des cellules dans l’image, b) histogramme de la
répartion des centres des cellules.

On peut ainsi une à une identifier à quelle partie de l’image correspond la i ième partie
connexe et identifier le barycentre de chaque cellule. Par exemple, voici la 1690 ième marquée
par un carré vert en son centre (figure 4.20).



4.4. CALCUL DE LA DENSITÉ CELLULAIRE 77

Figure 4.20: Centre de gravité d’une cellule (marqué par un carré vert) sur l’image de départ et
l’image segmentée.

Dans la suite, deux points de vue seront pris en compte: on peut considérer uniquement
les centres des cellules (c’est-à-dire uniquement leur présence), ou alors on peut pondérer ces
centres avec l’aire. Les deux approches sont importantes et doivent être utilisées. Le fait de
pondérer par l’aire de la cellule rend les statistiques sur celles-ci moins sensibles aux paramètres
choisis pour la segmentation. La figure 4.21 montre la répartition des cellules mais avec l’aire
représentée sur l’axe des z.

Figure 4.21: Répartion des centres des cellules dans l’image avec l’aire sur l’axe des z.

De la même manière que nous calculons la porosité du milieu, nous pouvons calculer la
densité des cellules sur un pavage de l’image binarisée, figure 4.22. Cette densité cellulaire
peut être basée sur la surface ou sur le nombre de cellules sur une région d’intérêt. Dans la
suite les densités cellulaires explorées calculent le nombre de cellules par unité de surface. Pour
s’affranchir des biais liés à la présence d’une phase osseuse dans l’ostéosarcome, seule la phase
fluide est considérée comme surface d’exploration. Ainsi la densité cellulaire Dc donnée en mm−2

sur un élément du pavage, est définie par:

Dc = nombre de cellules
surface de la phase non osseuse (4.13)
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Figure 4.22: Carte de densité cellulaire avec pavage sans recouvrement de taille 800 pixels ×
800 pixels pour le marquage CD68, correspondant à la coupe 4.8a.

4.5 Calcul du facteur de pertinence

Afin d’éviter tout biais lors de la prise en compte de régions externes au tissu ou de régions de
tissu déchirées, un facteur de pertinence a été implémenté pour tous les calculs de cartes et est
illustré sur la figure 4.23. Pour l’évaluer, un masque est créé basé sur les grandes régions vides
connectées. La pertinence est le pourcentage de l’élément de maillage qui est réellement occupé
par le tissu. Dans la suite nous utiliserons le facteur de transparence dans l’illustration des
données pour traduire ce facteur de pertinence, c’est à dire que lorque le facteur de pertinence
est 0, le fond sera blanc et au contraire lorsque le facteur de pertinence est 100, le masque sera
complètement transparent.

a

b

c

d

Figure 4.23: a) Pavage sur un zoom de l’image immunohistologique marquée CD8, b) porosité
calculée sur chaque élément du pavage, c) masque du tissu en bleu, et d) facteur de pertinence
en % multiplié par la porosité allant de 0 à 1).

4.6 Corrélations entre quantificateurs

Dans cette section paragraphe, nous proposons de développer une technique permettant d’identifier
les corrélations entre porosité et densités de populations cellulaires d’intérêt. Cette technique
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vise à obtenir ces coefficients de corrélation de manière spatialisée au lieu de calculer un coeffi-
cient global sur l’ensemble de la lame.

4.6.1 Corrélations globales

La première approche que nous avons mise en oeuvre pour chercher une correlation entre porosité
et densité cellulaire est le calcul de correlation globale de type coefficient de correlation de
Pearson sur les données vectorisées de porosité et de densité cellulaire. En testant cette approche,
sur un patient et pour trois marquages histologiques représentés figure 4.24, et en étudiant
les correlations entre soit la porosité soit la largeur des travées et différentes mesures de la
densité cellulaire (densité des cellules marquées, densité des cellules totales, pourcentage de
cellules marquées par rapport aux cellules totales), les coefficients de correlations 4.25 restent de
faible amplitude (au maximum 0.256), ce qui rend difficile les conclusions possibles quant aux
correlations entre la microarchitecture osseuse et la densité des populations cellulaires. Dans les
images de la figure4.24 nous pouvons remarquer que les images ont été recalées spatialement.
Dans le cadre de cette thèse différentes méthodes de recalage ont été explorées pour étudier par
exemple les correlations entre différentes populations cellulaires, et ce travail est développé en
annexe A pour préserver la cohérence de ce chapitre.
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Figure 4.24: Chaque ligne de tableau représente dans l’ordre la coupe entière immunohistologique
originale, la porosité, la largeur des travées, la densité en cellules marquées, la densité de toutes
les cellules et le pourcentage de cellules marquées relativement aux cellules totales pour les
marquages CD8, CD68 et CD163.
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Figure 4.25: Coefficients de corrélation de Pearson globaux, P : porosité, W : largeur des travées,
S: densité des cellules marquées, C: densité des cellules totales, Pe : pourcentage de cellules
marquées relativement aux cellules totales

4.6.2 Corrélations Locales

Pour pallier aux limites d’un calcul de coefficient de correlation global quant à son exploitation
possible du point de vue clinique, nous avons cherché à développer une approche locale. Pour
définir un coefficient de corrélation local, il faut tout d’abord définir une moyenne locale. Il y
a une contrainte de distance caractéristique lorsqu’on rend locale une quantité, nommons cette
distance l. Une quantité peut être rendue locale par calcul sur des fenêtres dont la largeur est
la distance caractéristique L, mais également sur des fenêtres plus petites associées à des zones
glissantes de taille caractéristique l.

Par exemple, dans la figure 4.26, on peut voir l’estimation locales de la moyenne d’un sig-
nal. En bleu, des fenêtres de taille L, en rouge des fenêtres plus petites associées à des zones
de taille l et un schema montrant la version 2D de ce calcul de moyennes à l’aide de fenêtres.
On identifie sur cette figure que l donne une approximation plus précise de la moyenne du signal.

a b

Figure 4.26: a) Exemple de calcul de moyennes locales sur un signal 1D de la forme d’un sinus
auquel on a ajouté un bruit aléatoire dont l’amplitude est fonction de la variable ×, en bleu sur
des fenêtres de tailles caractéristiques L, en rouge sur des plus petites fenêtre associées à des
zones de taille caractéristique l. b) Schema illustrant le calcul de moyennes de quantités en 2
dimensions.

L’estimateur usuel de l’espérance est la moyenne:

E(X) =
1
n

n∑
i=1

Xi (4.14)

Il est possible de pondérer cette moyenne avec des coefficients αi:

Ẽ(X) =
∑n
i=1 αiXi∑n
i=1 αi

(4.15)

Dans ce cas, X représente des quantités telles que la porosité, l’épaisseur des travées osseuses,
les densités cellulaires, immunoscores, etc. L’indice i sera la position d’un pixel ou d’un élément
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du pavage. Par exemple, il est possible de calculer la valeur moyenne d’une quantité sur une
image ou sur une carte u en pondérant par rapport à la position (i0, j0) :

Ẽ(X) =
∑n
i,j=−n αi,ju(i0 + i, j0 + j)∑n

i,j=−n αi,j
(4.16)

où les coefficients sont:
αi,j = exp

(
−
i2 + j2

2σ2

)
(4.17)

Définis de cette manière, les αi,j donneront un poids de moins en moins important lorsqu’on
s’éloigne de (i0, j0). Par changement d’indices, u(i0 + i, j0 + j) devient u(i0 − i, j0 − j) (ça
reste équivalent lorsque les coefficients vérifient α−i,−j = αi,j), on retrouve la discrétisation d’un
produit de convolution:

Ẽ(X) =
∑n
i,j=−n αi,ju(i0 − i, j0 − j)∑n

i,j=−n αi,j
(4.18)

Une version continue de cette moyenne locale est le flou gaussien F traduisant le produit de
convolution d’une fonction f quelconque avec une gaussienne φ.
Il y a un choix pour l’écart-type σ.

F (f, σ) = f ∗ φ où φ(x, y) =
1

2πσexp
(

−
x2 + y2

2σ2

)
(4.19)

Dans le figure 4.27 on calcule la moyenne en utilisant le produit de convolution F . Cela
nous permet d’obtenir une version “continue” en comparaison avec la figure 4.26 dans laquelle
la moyenne est obtenue sur des fenêtres.

Figure 4.27: Exemple de calcul de moyenne locale sur un signal 1D par convolution.

En poursuivant cette logique, on peut définir les covariance ˜Cov, variance ˜V ar et coefficient
de correlation r̃, pour deux données X et Y par :

˜Cov(X,Y ) = Ẽ((X − Ẽ(X))(Y − Ẽ(Y ))) =
∑n
i=1 αiβi(X − Ẽ(X))(Y − Ẽ(Y ))∑n

i=1 αiβi
(4.20)

˜V ar(X) = ˜Cov(X,X) =
∑n
i=1 α

2
i (X − Ẽ(X))2∑n
i=1 α

2
i

(4.21)

r̃(X,Y ) =
˜Cov(X,Y )√

˜V ar(X)
√

˜V ar(Y )
(4.22)

Remarquons qu’avec l’utilisation de poids, on n’a plus l’égalité Ẽ((X − Ẽ(X))(Y − Ẽ(Y ))) =
Ẽ(XY ) − Ẽ(X)Ẽ(Y ).
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Lorsque le coefficient de corrélation r est global, c’est un nombre, lorsqu’il est local r̃, il
est de la même dimension que X et Y . Dans notre cas X et Y sont des matrices de cartes de
quantités telles que la porosité et la densité cellulaire et r̃ est également une matrice que l’on
pourra représenter en carte. Ce coefficient de correlation est assimilable à une coefficient de
Pearson local.

Afin de rendre les résultats plus ”lisses”, le produit de convolution 4.19 peut être utilisé pour
deux fonction f et g quelconques et on a:

˜Cov(f, g) = F ((f − F (f, σ))(g − F (g, σ)), σ√
2

) (4.23)

˜V ar(f) = F ((f − F (f, σ))2,
σ√
2

) (4.24)

Le σ√
2 vient du fait que dans les formules de la covariance et variance, la dernière convolution

se fait par
φ2

∥φ2∥L1
.

Dans la figure 4.28, on montre un exemple de variance locale. On observe une variance qui
augmente en fonction du bruit et de la “pente moyenne” des valeurs.

Figure 4.28: Exemple de variance locale (en rouge) sur un signal 1D (en noir) par convolution.

La figure 4.29 illustre le coefficient de corrélation local, figure 4.29b, calculé avec des convo-
lutions F entre deux quantités illustrées figure 4.29a. La première quantité X en bleu, est un
vecteur aléatoire de réalisations de lois uniformes U([0, 1]). La deuxième quantité Y en rouge,
est sur la première moitié proportionnel à Y avec un coefficient 0.9, puis suit une loi uniforme
indépendante de X.
Théoriquement, le profil du coefficient de corrélation locale devrait être de 1 sur la première par-
tie, et de 0 sur la seconde. Si ρ̃ = 1 est bien atteint dans la première partie, du bruit apparâıt
dans la zone ρ̃ ≈ 0. Par ailleurs, la zone de transition entre ρ̃ = 1 et ρ̃ ≈ 0 est de taille non
nulle et peut dépendre de σ. Si σ est trop petit le coefficient de correlation local détecte bien le
changement de correlation mais la courbe serait bruitée, en revanche si σ est grand la transition
entre les zones corrélées et indépendante est de taille plus importante.
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a

b

Figure 4.29: a) Signal 1D de deux jeux de données proportionnels sur la première moitié du
signa, indépendants sur la deuxième moitié, b) calcul du coefficient de corrélation local associé
aux signaux bleu et rouge.

Nous souhaitons maintenant appliquer cette image aux cartes de porosité et de densité cel-
lulaires. Dans la figure 4.30, nous pouvons voir un exemple de localisation de quantités telles
que la porosité et des densités cellulaires calculées sur des fenêtres de largeur 800 pixels (soit
l = 370µm).

a b

c d

Figure 4.30: Cartes de quantités sur une coupe immuno-histologique marquée au CD68, a)
Image initiale, b) porosité, et c) densité de cellules totales, d) densité de cellules marquées.
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Les quantités telles que la porosité et la densité cellulaire pourraient être rendues continues
sur les images de coupes histologiques et immunohistologiques, mais étant donnée la taille des
images, nous faisons le calcul de corrélation locale sur des cartes avec des petites fenêtres de
80px× 80px, dont le contenu représente la valeur de la variable sur une fenêtre environnante de
800px× 800px. Une deuxième approche consiste à effectuer un flou gaussien sur les données des
cartes 80px× 80px précédemment définies.

a b

c d

Figure 4.31: Cartes avec zones de largeurs 80 pixels, a) porosité, b) densité de cellules marquées.
Cartes de corrélation locale entre la porosité et la densité de cellules marquées (CD68), c) calculée
sur de petites fenêtres 80px× 80px, d) calculé par convolution avec une gaussienne, σ = 20.

La figure 4.31 montre les cartes de correlations locales calculées sur des fenêtre de taille
80px × 80px et avec produit de convolution avec une gaussienne. La figure 4.32 montre la
répartition de la porosité et de la densité de cellules marquées dans des zones où r̃ est grand et
proche de 0 pour illustration.
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a b

Figure 4.32: Repartition de la porosité (abscisses) et de la densité de cellules marquées (or-
données) dans un voisinnage où a) ρ̃ est grand, b) ρ̃ est petit.

La figure 4.33 montre l’évolution de r̃ en fonction de σ sur des positions différentes de
l’image. On peut observer la dépendance des coefficients de correlation au σ lorsqu’on effectue
les produits de convolution. Aux grands σ, on retrouve la valeur du coefficient de correlation
global calculé sur l’ensemble de l’image. Dans la suite, le choix de σ est de 20 pour préserver
la capture de l’hétérogénéité du milieu. Une proposition pour calculer de la même manière un
coefficient de Spearman local est proposé en annexe B.

Figure 4.33: Évolution du coefficient de corrélation local en fonction de σ sur des positions
diférentes de l’image.

L’établissement du coefficient de corrélation local reste délicat car le choix de la taille as-
sociée à l’estimation de cette correlation peut faire varier le signe de la correlation de façon
significative. Cela montre qu’il y a des quantités qui peuvent présenter une corrélation négative
sur une certaine échelle, par exemple sur des oscillations qui varient en opposition, puis redevenir
positive sur une plus grande échelle car la tendance est de varier de la même façon.
L’étude de la corrélation locale dépend de l’échelle à laquelle on veut étudier des phénomènes.
Une étude multi-échelle de la corrélation peut être envisagée dans le cas de l’ostéosarcome en
faisant varier le choix du rayon de manière continue.

4.6.3 P-value et p-value locale

La p-value est un outil couramment utilisé dans beaucoup de domaines scientifiques lorsque les
résultats obtenus sont issues de tests statistiques et que le résultat peut fluctuer d’une expérience
à l’autre. La p-value mesure la probabilité que le résultat soit un faux positif, lorsque la celle-ci
est sous un seuil de 0.05, on dit que le résultat est sûr à plus de 95%.
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Cependant, la p-value est discutée aussi bien sur le choix arbitraire du seuil à 95% que sur
la manière dont elle est établie. Dans la pratique, le calcul de la probabilité de faux positifs
demanderait de choisir une loi de probabilité sur un espace d’expériences associées à l’hypothèse
non nulle, cette loi est souvent purement hypothétique. La p-value est souvent remplacée par
les faux négitifs, selon l’hypothèse que les deux valeurs seraient proches, ce qui est discutable.

Matlab fourni une p-value avec le coefficient de corrélation lorsqu’on utilise la fonction cor-
rcoef. L’hypothèse nulle considérée dans cette p-value est : Si le r expérimental est positif, alors
l’hypothèse est que la corrélation est positive, inversement si r est négatif alors l’hypothèse est
que la corrélation est négative.
Par exemple, si le r obtenu est de 0, 4, la p-value est la probabilité qu’en expérience de coef-
ficient de corrélation est 0, 4 aurait pu fournir un résultat négatif. Par exemple, si on génère
n réalisations de deux variables aléatoires X et Y dont la corrélation est de rthéorique, et qu’on
calcule le coefficient de corrélation r(X1, ..., Xn, Y1, ..., Yn) basé sur les n réalisations, alors le
coefficient ne sera pas forcément exactement rthéorique mais va suivre une densité de probabilité
dépendant de rthéorique et de n.
Dans la pratique, on ne connâıt pas rthéorique, on suppose alors que r(X1, ..., XN , Y1, ..., YN ) est
le rthéorique, et on calcule la probabilité que des expériences de coefficient r donne un résultat de
signe opposé.
Le calcul explicite de cette p− value en ayant la fonction de Matlab tcdf (Student t-cumulative
distribution function) est, où N est est le nombre de réalisations:

t =
r
√
N − 2

√
1 − r2

(4.25)

p = 1 − tcdf(|t|, N − 2) (4.26)

Figure 4.34: Courbes de p-value en fonction de r et N , où r est le coefficient de corrélation et
N est le nombre de réalisations.

Globalement, dans la figure 4.34 on observe une diminution de la p-value lorsque N augmente
et en r fixé, ce qui est tout à fait normal : lorsqu’on augmente la taille des données traitées,
on augmente la significativité du résultat. Cependant, il y a une persistance de p-value élevée
lorsque r est proche de 0. Si, suite à une expérience, nous obtenons un coefficient de corrélation
de r = 0, 01, ce que mesure cette p-value selon cette définition est la probabilité que la corrélation
aurait pu être négative, d’où une valeur de p proche de 0, 5.
Nous comprenons ici que pour une valeur de r = 0, 01, la question pertinente n’est pas le signe
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de r, mais plutôt si le résultat de non corrélation est significatif. Par exemple, quelle serait la
probabilité que la corrélation se situe dans [−0.1, 0.1] ?
Nous pouvons alors proposer une autre définition de la p-value : étant donné rthéorique, quel est la
probabilité que rexpérimental se situe dans l’intervalle [rthéorique −0, 1, rthéorique +0, 1]. Cependant,
à notre connaissance, il n’y a pas de formule explicite qui donnerait cette probabilité. Nous
allons approcher cette p-value par une expérience.
Soient, X,Y ∼ N (0, 1) iid,
On peut recréer toutes les situations de corrélation en s’appuyant sur les variables X et Z =
cos(θ)X + sin(θ)Y , il suffit que θ soit dans [0, π] pour parcourir continument toutes les valeurs
de r dans [−1, 1].

Cov(X,Z) = cos(θ)Cov(X,X) + sin(θ)Cov(X,Y ) = cos(θ) (4.27)

V ar(X) = 1 (4.28)

V ar(Z) = cos2(θ)V ar(X) + 2cos(θ)sin(θ)Cov(X,Y ) + sin2(θ)V ar(Y ) = cos2(θ) + sin2(θ) = 1
(4.29)

Donc :
rthéorique =

Cov(X,Z)√
V ar(X)

√
V ar(Z)

= cos(θ) (4.30)

Etant donné que θ ∈ [0, π] ⇒ sin(θ) ≥ 0, on a sin(θ) =
√

1 − r2.
On peut donc générer deux variables aléatoires de corrélation r avec X et Z = rX +

√
1 − r2Y .

La p-value s’approxime en répétant un grand nombre de fois le calcul de rexpérimental sur N
réalisations de X et Z et en calculant la fréquence de valeurs en dehors de l’intervalle [r −
0.1, r + 0.1].
Cette hypothèse s’adapte mieux aux cas de r proche de 0, mais elle est également plus exigente
lorsque |r| > 0.1 car la p-value sera plus grande qu’avec l’hypothèse du signe de r :
Si |r| > 0.1 :{

et r ≥ 0, [r − 0.1, r + 0.1] ⊂ [0, 1] ⇒ P (rexp /∈ [r − 0.1, r + 0.1]) ≥ P (rexp /∈ [0, 1])
et r ≤ 0, [r − 0.1, r + 0.1] ⊂ [−1, 0] ⇒ P (rexp /∈ [r − 0.1, r + 0.1]) ≥ P (rexp /∈ [−1, 0])

(4.31)
La figure 4.35 montre les courbes de p-value en fonction de r, avec test associé à l’intervalle

[r − 0.1, r + 0.1], pour N = 100, N = 300, et N = 1000. On observe que la valeur maximale de
p se trouve en r = 0. On peut alors tracer p en r = 0 pour déterminer à partir de quelle valeur
de N la p-value sera inférieure à 0.05 quelque soit r.
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a b

c d

Figure 4.35: Courbes de p-value en fonction de r, avec test associé à l’intervalle [r− 0.1, r+ 0.1]
et a) N = 100, b) N = 300, c) N = 500 et d) N = 1000 (échelle à 10−3).

Figure 4.36: Courbes de p-value en fonction de log10(N) avec test associé à l’intervalle [r −
0.1, r + 0.1] et en r = 0.

la figure 4.36 montre que la p-value devient inférieure à 0.05 lorsque log10(N) ≈ 2.6 (en
log10(N) = 2.6, on y lit p ≈ 0.046), soit environ N = 400.
Lorsque N ≥ 400 la p-value est inférieure à 0.05 seulement à l’extérieur d’un intervale centré en
r = 0.

Nous avons déjà défini la corrélation locale dans la sous partie précédente. Nous cherchons
maintenant à caractériser la significativité, des cartes de corrélation locale, également de manière
locale.
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Il faut définir un n local, qui s’adapte à la définition de la corrélation locale.
Les expressions ((4.20)) ((4.21)) et ((4.22)) font intervenir des coefficients qui donne un poids
aux valeurs en fonction de leur éloignement spatial. Posons que le poids central est de 1, ainsi
le n local sera défini par :

nloc =
1
α0,0

n∑
i,j=−n

αi,j (4.32)

Avec en général :

αi,j = exp

(
−

1
2σ2((i− i0)2 + (j − j0)2)

)
(4.33)

Le facteur de pertinence pi,j n’est pas pris en compte dans la normalisation des poids parce que
si la valeur centrale est peu pertinente, son poids doit être inférieur à 1. Ainsi, la p-value locale
sera importante si nous sommes dans une zone de la lame peu pertinente.

nloc =
1
α0,0

n∑
i,j=−n

αi,jpi,j (4.34)

En général, le facteur de pertinence est le produit entre le pourcentage de pixels présents dans
la lame de tissu et la porosité. Appliqué avec σ = 20, une porosité de 0.6 (soit pi,j = 0.6 dans
la lame) nous aurons n ≈ 1381. Et si nous sommes dans un coin de la lame formant un angle
de 90◦, n descend à n ≈ 345.

Figure 4.37: Carte de p-value locale

La figure 4.37 montre un exemple de carte de p-value locale appliquée sur une lame et nous
voyons que les zones non significatives se limitent au bord du tissu.

Pour conclure ce chapitre, nous avons montré comment calculer de manière rigoureuse
différentes métriques géométriques dans l’ostéosarcome que sont la porosité, le périmètre spécifique,
la largeur des travées, la densité cellulaire. Ces calculs font intervenir des algorithmes de calculs
de facteur de pertinence et éventuellement de recalage. Dans tous les cas, en suivant l’approche
de Durlofsky [47] utilisée pour l’étude du transport en milieux poreux, ces quantités sont données
sur un pavage de l’image donnant des cartes facilement interpétrables. A partir du calcul de ces
métriques, un calcul innovant de coefficient de correlation local a été proposé afin de caluler la
distribution relative des populations cellulaires discrètes relativement à la phase continue osseuse
et ce, en préservant des informations sur l’hétérogénéité du milieu.
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Dans la suite, l’exploration de ces cartes de corrélations locales guideront la recherche de mar-
queurs de la réponse au traitement dans l’ostéosarcome.



92 CHAPTER 4. MÉTRIQUES ET CARTES DE CORRELATION LOCALE



Chapter 5

Application des algorithmes sur une
cohorte de patients

Contents
5.1 Correlations globales . . . . . . . . . . . . . . . . . . . . . . . . . . . . 93
5.2 Patients mauvais répondeurs: patient 2 . . . . . . . . . . . . . . . . . 94
5.3 Patient bon répondeur: patient 7 . . . . . . . . . . . . . . . . . . . . . 97
5.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 99

Dans ce chapitre, les bons et mauvais répondeurs ont été définis via le score Huvos&Rosen
[60] par l’anatomopathologiste sur un ensemble de coupes histologiques. Dans la suite, les coupes
immuno-histologiques étudiées peuvent cependant présenter une hétérogénéité dans la réponse
au traitement avec une distribution spatiale complexe de zones de bonnes et mauvaises réponses.
Les patients 1 à 3 sont des mauvais répondeurs (MR) au traitement alors que les patients 4 à 8
sont bons répondeurs (BR). Nous nous attacherons d’abord à explorer les correlations globales,
puis analyserons les résultats des correlations locales pour un patient mauvais répondeur puis
un bon répondeur. L’ensemble des résultats des correlations locales est disponible en annexe C.
L’objectif de cette approche est d’identifier des marqueurs de bonnes réponses au traitement
prenant en compte l’hétérogénéité spatiale de ces tumeurs en terme de diversité de populations
cellulaires immunitaires, de formation ou resorbtion osseuse et de traitement.

5.1 Correlations globales

Dans cette section, nous nous sommes intéressés dans un premier temps aux coefficients de cor-
relation globaux r. Le tableau 5.1 indique les résultats pour les 8 patients de la cohorte et ceci
pour trois marquages CD8, CD163 et CD68. Le marquage CD68 est étudié de deux manières,
soit sur l’ensemble des cellules marquées CD68t, soit uniquement sur les grosses cellules dont
le diamètre est supérieur à 20µm CD68g. Ces cellules correspondent aux cellules polynuclées
(figure 5.1), qui sont des ostéoclastes matures dont la présence en abondance est de mauvais
prognostic pour les patients [11]. Lorsque l’amplitude |r| du coefficient est supérieure à 0.1,
la p-value est très inférieure à 0.05. Pour les amplitudes plus faible cette p-value augmente
fortement et les résultats sont peu significatifs. L’analyse de ce tableau montre qu’il est difficile
de dégager une tendance sur les coefficients de correlation globaux pour les MR. En revanche
pour les BR, les macrophages de bon prognostic CD163 [16] et les CD68t sont dans la majorité
corrélé négativement avec la porosité avec certes une amplitude limité. Notons que pour les
BR, les rCD68t et rCD68g évoluent différemment alors que pour les patients 6 à 8 CD163 et
CD68t ont une tendance similaire. Ce résultat est potentiellement dû à l’existence de cellules
multi-potentes marquées CD68 et CD163 simulanément [11]. Ces cellules sont principalement
des petites cellules qui n’apparaissent pas dans la population CD68g.
Au vu des limites des résultats de corrélations globales, nous souhaitons explorer les résultats
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de corrélations locales comme explicitées dans le chapitre précédent.

Figure 5.1: Ostéosclastes correspondant aux trois grosses cellules polynuclées de l’image. Mar-
quage CD68.

Coefficient de corrélation global entre porosité/ CD8 CD163 CD68 t CD68 g
densité cellulaire
Patient 1 -0.007 -0.116 -0.207 0.115
Patient 2 -0.038 -0.117 -0.022 -0.088
Patient 3 -0.462 -0.073 -0.117 -0.078
Patient 4 -0.108 -0.222 -0.092 -0.033
Patient 5 -0.267 -0.311 -0.113 -0.059
Patient 6 -0.009 -0.096 -0.332 -0.249
Patient 7 -0.090 -0.396 -0.436 0.000
Patient 8 -0.146 -0.408 -0.458 -0.180

Table 5.1: Coefficients de corrélation globaux entre porosité et densité cellulaire des cellules
marquées, pour le CD8, CD163, CD68 : t = toutes cellules marquées, g = grandes cellules
marquées. Patients 1 à 3 mauvais répondeurs et patients 4 à 8 bon répondeurs.

5.2 Patients mauvais répondeurs: patient 2

Dans la suite, les coupes immunohistologiques figure 5.2, les cartes de porosité 5.3, les cartes de
densité cellulaires 5.4 et les cartes de correlations locales 5.5 sont illustrées pour le patient 2,
mauvais répondeur à la chimiothérapie.
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a b c

d e f

Figure 5.2: Coupes immuno-histologiques du patient 2, a) marquage CD8, b) masque CD8, b)
marquage CD163, d) masque CD163, e) marquage CD68, f) masque CD68.

a b c

Figure 5.3: Cartes de porosité a) CD8, b) CD163, c) CD68
.
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a b

c d

Figure 5.4: Cartes de densité cellulaire a) CD8, a) CD163, c) CD68 cellules totales, d) CD68
grandes cellules.

a b

c d

Figure 5.5: Cartes de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d) CD68
grandes cellules.
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Il est difficile d’avoir un patient représentatif des mauvais répondeurs car chacun présente
des caractéristiques différentes, cependant nous pouvons déjà noter, en étudiant la carte des
porosités figure 5.3 que la tumeur présente une phase osseuse étendue ϵ ≈ 0.7 contrairement à
d’autre tumeurs lytiques ayant des porosités de l’ordre de ≈ 0.9. L’environnement est princi-
palement immunosuppresseur, figure 5.4a avec des densités cellulaires en lymphocyte T (CD8)
majoritairement inférieures à 200mm−2. En revanche les macrophages CD163, figure 5.4b, et
surtout CD68, figure 5.4c, se retrouvent en abondance. Les ostéoclastes matures, figure 5.4d,
sont également en grande quantité et surtout distribués sur l’ensemble de la lame. Concernant
les cartes de correlations locales figure 5.5, on observe une très forte hétérogénéité spatiale des
cartes de corrélation avec une alternance de zones de correlation positive et négative quelque
soit le marquage.

5.3 Patient bon répondeur: patient 7

Dans la suite, les coupes immunohistologiques figure 5.6, les cartes de porosité 5.7, les cartes de
densité cellulaires 5.8 et les cartes de correlations locales 5.9 sont illustrées pour le patient 7,
bon répondeur à la chimiothérapie néoadjuvante.

a b c d

e f

Figure 5.6: Coupe immuno-histologique du patient 21TED05, a) marquage CD8, b) CD8
masque, c) CD163, d) CD163 masque, e) CD68, f) CD68 masque.
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a b c

Figure 5.7: Carte de porosité a) CD8, b) CD163, c) CD68.

a b

c d

Figure 5.8: Carte de densités a) CD8, b) CD163, c) CD68 cellules totales, d) CD68 grandes
cellules.
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a b

c d

Figure 5.9: Cartes de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d) CD68
grandes cellules.

Dans le cas des patients bons répondeurs, il y a une meilleure homogénéité entre les patients.
Nous avons choisi le patients 7 pour illustrer le type de résultats obtenus. Sur la carte des
porosités figure 5.7, nous pouvons observer que la tumeur présente une phase osseuse étendue
ϵ ≈ 0.3 − 0.7 avec des zone de forte densité osseuse. L’environnement reste principalement
immunosuppresseur, figure 5.8a avec des densités cellulaires en lymphocyte T (CD8) majori-
tairement inférieures à 100mm−2. En revanche les macrophages CD163 se retrouvent en abon-
dance, figure 5.8b, et les macrophages CD68 en moindre quantité que chez les patients mauvais
répondeurs, figure 5.8c. Les ostéoclastes matures, figure 5.8d, sont plus rares et localisés dans
l’espace. Il s’agit probablement d’ostéoclastes recrutés pour résorber la matrice tumorale osseuse
générée.

Concernant les cartes de correlations locales figure 5.9, on observe une très forte hétérogénéité
spatiale des cartes de corrélation pour le CD8 et le CD68g. Ces résultats sont à valider car les
densité cellulaires sont faibles pour ces populations cellulaires. En revanche, les cartes pour
pour les coefficients de correlations sur CD163 et CD68t montrent une tendance principalement
négative, indiquant que ces populations cellulaires augmentent lorsque la surface de phase osseuse
augmente (tendance inverse à la porosité). Cette caractéristique se retrouve sur l’ensemble des
patients bons répondeurs et semble ainsi traduire une caractéristique de la bonne réponse au
traitement et un potentiel marqueur de celle-ci.

5.4 Conclusion

En conclusion de ce chapitre, nous avons pu identifier des premières tendances sur une cohorte de
8 patients incluant trois MR et cinq BR. Dans l’ensemble des patients, on retrouve les résultats
qualitatifs de la littérature [16] indiquant que l’ostéosarcome est immunosuppresseur (CD8 de
faible densité) quelque soit la réponse au traitement. Les macrophages CD68 se retrouvent
en plus grande quantité chez les MR que chez les BR, les CD163 sont en abondance chez
tous les patients. Les grosses cellules marquées CD68 sont en plus grande abondance chez les
MR que pour les BR et distribuées sur l’ensemble de la lame dans le premier cas et localisées
dans certaines régions dans le second. Ce indique probablement que dans le cas des BR, des
ostéoclastes sont recrutés pour résorber la matrice osseuse formée par la tumeur. Les cartes
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de correlation locales sont très hétérogènes quelque soit le marquage chez les MR avec aucune
tendance identifiée. Chez les BR, ces cartes sont également spatialement hétérogènes pour les
lymphocytes CD8 et les grandes cellules CD68, un résultat à modérer du fait de la faible densité
cellulaire de ces populations. En revanche chez les BR, les cartes de correlation locales CD163 et
CD68t montrent une tendance négative avec des coefficients de correlation de grandes amplitudes
indiquant que ces populations cellulaires macrophagiques augmentent dans les zones osseuses,
ce qui semble être un bon marqueur de la réponse au traitement. Ces résultats corroborent le
calcul du coefficient de correlation global. Par ailleurs, le fait que cette évolution soit observée
à la fois sur le CD163 et le CD68t mais pas sur le CD68g, conforte le rôle potentiellement
crucial des cellules multipotentes simultanément marquées CD68 et CD163 [11] dans la réponse
au traitement, et leur intérêt dans la recherche de nouvelles cibles thérapeutiques. Ces résultats
doivent bien sûr être validés sur une plus grande cohorte. A très court terme, une perspective est
d’explorer plus en détail les patients 3,4, 5 et 6 qui présentent des zones de bonne et mauvaise
réponse sur la même coupe afin de potentiellement dégager de nouveaux résultats en fonction
de la réponse locale aux traitements.



Chapter 6

Vers l’imagerie fonctionnelle
microscopique numérique
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Dans ce chapitre, nous allons voir comment les développements réalisés dans cette thèse
ont permis de développer des techniques d’imagerie fonctionnelle numérique dans le cadre d’un
projet plus général incluant plusieurs collaborateurs du groupe Milieux Poreux et Biologiques
de l’IMFT ainsi que le Pr Anne Gomez-Brouchet du Cancéropôle de Toulouse.

6.1 Effets mécaniques et ostéosarcome

Cette approche part du constat que l’os est un organe mécanosensible particulier, qui se remodèle
en permanence en fonction des forces qui lui sont appliquées [74]. Plus précisément, les effets
mécaniques stimulent l’interaction entre les ostéoblastes et les ostéoclastes (OC), responsables de
la formation et de la résorption osseuses. Ainsi, les os s’adaptent constamment pour maintenir
leur force [75, 76], crôıtre [77] et cicatriser [78]. La mécano-transduction a été mise en évidence
[79] comme un lien direct entre le comportement cellulaire et la mécanique de l’os [80, 81]. Le
caractère mécanosensible est observé au niveau d’une cellule, où il a été démontré que l’action de
différents stimuli mécaniques peut modifier les fonctions de la cellule et induire un déséquilibre
temporaire ou permanent dans l’homéostasie du tissu. Au niveau de l’organisme, toutes les
cellules sont alors soumises à la fois à des contraintes externes, responsables de déformations dites
globales (torsion, flexion, compression) [82], un exemple étant la marche, et à des contraintes
locales intrinsèques [83] (figure 6.1). Ces contraintes correspondent aux flux liés à l’angiogenèse et
aux fluides interstitiels [84, 85], aux effets solides tels que les déformations liées aux phénomènes
de surpression (par exemple, la prolifération dans un milieu confiné) et enfin aux interactions
des cellules entre elles et avec la matrice extracellulaire.
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Figure 6.1: a) Effets mécaniques extrinsèques dans l’ostéosarcome, b) effets mécaniques in-
trinsèques dans l’ostéosarcome (d’après la thèse de doctorat de A. Moreno). Les effets
mécaniques se produisent à de grandes échelles spatiales telles que la stimulation causée par
l’activité physique du patient (fig. 1a) et à l’échelle locale au sein de la tumeur (fig. 1b). À
l’échelle locale, les effets mécaniques identifiés comprennent, par exemple, les contraintes de
compression en réponse à la prolifération cellulaire ou les changements dans le transport des
fluides liés à l’angiogenèse tumorale.

Dans les cancers, tous ces phénomènes extrinsèques et intrinsèques participent à l’évolution
de l’hétérogénéité spatio-temporelle des cellules tumorales et de leur microenvironnement, in-
duisant des changements dans l’architecture et la mécanobiologie de la tumeur. Par exemple,
l’angiogenèse tumorale joue un rôle crucial dans la distribution de la pression, des métabolites
et de l’oxygène dans la tumeur et par conséquent dans le flux interstitiel tumoral, qui joue à son
tour un rôle dans la dissémination des métastases [86]. La nature inflammatoire et/ou hypox-
ique de la tumeur peut également conduire à l’angiogenèse et à un risque accru de métastases
par dégradation mécanique et métabolique de la matrice extracellulaire (MEC) [87]. Inverse-
ment, les auteurs de [83] mettent en évidence des liens entre différents effets biomécaniques, le
microenvironnement tumoral et la progression du cancer. Il est crucial de souligner que tous
ces phénomènes biologiques et mécaniques sont interconnectés et agissent les uns sur les autres
de manière imbriquée à chaque échelle. En effet, il a été démontré que des effets mécaniques
purement intrinsèques tels que la contrainte de cisaillement, les différences de déplacement des
fluides, la compression, l’étirement, peuvent agir directement sur les cellules tumorales dans
des expériences contrôlées in vitro [88], et modifier le phénotype et la différenciation cellulaire.
Les tumeurs osseuses primaires comme l’OST, en raison de la nature des populations cellulaires
affectées, montrent une grande sensibilité aux effets mécaniques locaux et globaux [82, 83].

6.2 Méthodologie pour l’imagerie fonctionnelle numérique

Dans cette partie, je vais résumer l’approche développée dans l’article en cours de soumission
”Digital functional imaging: a multi-scale model to explore tumors biophysical markers from clin-
ical histology in osteosarcoma”, par A. Moreno, A. Gomez-Brouchet, A. Mancini, M. Quintard,
P. Swider, P. Assemat. Dans ce travail, ma contribution principale correspond à la segmenta-
tion des images et l’établissement du pavage, ainsi que l’automatisation de ces techniques pour
pouvoir étudier un grand nombre de coupes.

La méthodologie résumée dans ce chapitre est basée sur le fait que les coupes histologiques et
immunohistologiques d’ostéosarcomes mettent en évidence que le tissu cancéreux d’ostéosarcome
est un milieux poreux multiphasique (fluide, solide, cellules). Par ailleurs comme indiqué
précédemment, le développement tumoral est multi-physique. Dans un premier temps, la phase
cellulaire est considérée à part et les phases fluide et solide constituent le milieu poreux d’intérêt.
Dans le cas de milieux poreux hétérogènes, les méthodes d’homogénéisation classiques [48] ou
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adaptées aux tissus biologiques [89] ne sont pas directement applicables car la physique à l’échelle
supérieure dépend fortement de la microstructure de l’objet. Pour surmonter cette limitation, la
méthode d’homogénéisation numérique par blocs [47] est utilisée pour déterminer non seulement
les équations à l’échelle supérieure qui peuvent être différentes de celles décrivant les phénomènes
à l’échelle du pore (par exemple Stokes et Darcy pour le transport), mais également les pro-
priétés de transport et mécaniques à cette échelle. Avec l’amélioration des techniques de traite-
ment d’images, il est possible de travailler à des échelles avec des microstructures de plus en
plus fines et complexes. Évidemment, une telle précision a un inconvénient : les simulations
sur de très grands volumes impliquent un coût élevé. Pour résoudre ce problème, nous décidons
d’ajouter à la méthode grid-block une fonctionnalité séquentielle en deux étapes [90]. Elle est
caractérisée par une itération du processus à une échelle subsidiaire. L’approche séquentielle
réduit le coût en mémoire et en temps de calcul tout en fournissant un encadrement précis des
propriétés physiques équivalentes à différentes échelles et en préservant l’anisotropie. Une des
difficultés est la prise en compte des conditions limites sur les différents blocs [91], les condi-
tions limites réelles n’étant pas accessibles. Pour résoudre ce problème, nous avons combiné les
calculs numériques avec une méthode ”extend-local” où les conditions limites sont appliquées à
une certaine distance de la frontière des blocs [92]. Au final des cartes de propriétés équivalentes
sont obtenues. Ces cartes ressemblent à ce qu’on pourrait obtenir par des techniques in-vivo
d’IRM de diffusion ou d’élastographie (ultra-son ou IRM) à plus grande échelle. L’avantage
ici est que la distribution spatiale des cellules est connue et que nous pouvons comparer ces
propriétés équivalentes à la distribution des cellules, pour par exemple étudier la résistance aux
traitements. En corrélant, cartes de propriétés mécaniques équivalentes et cartes de densité
cellulaire comme décrites dans le chapitre 4, nous pouvons extraire des données quantitatives
sous la forme de coefficients de correlation permettant de rechercher des mécano-biomarqueurs
à partir d’images histologiques ou immunohistologiques numérisées. La stratégie générale est
résumée dans la figure 6.2.

Figure 6.2: Caractérisation mécanique de l’ostéosarcome à partir de coupes histologiques. (1)
L’ostéosarcome est retiré chirurgicalement du patient. (2) Une étude microscopique de la tumeur
est réalisée par le pathologiste à partir de coupes histologiques d’ostéosarcomes qui sont ensuite
numérisées. (3) Un traitement d’image des coupes histologiques est réalisé pour obtenir des
images binaires des phases osseuses et cellulaires. (4) Un processus séquentiel de changement
d’échelle Grid-Block est appliqué sur l’image de la phase osseuse. (5) Recherche d’une corrélation
entre la densité cellulaire et les propriétés mécaniques équivalentes à l’échelle de la tumeur.
Identification potentielle de mécano-biomarqueurs. (De Moreno et al. à soumettre)

Dans ce travail, nous avons décidé d’utiliser la méthode des éléments finis (MEF) pour
résoudre les équations de transport et d’élasticité aux différentes échelles. De nombreux logiciels
MEF sont disponibles, qu’ils soient gratuits (FEniCS, FreeFem++) ou commerciaux (ANSYS,
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NASTRAN, COMSOL, Abaqus). Dans ce qui suit, FEniCS [93] est choisi. Cet outil nécessite
une compréhension des mathématiques sous-jacentes aux FEM, mais il permet de résoudre un
large spectre d’équations aux dérivées partielles et de leurs couplages par une écriture intuitive
de formulations faibles. Les composants de FEniCS sont également conçus pour le traitement
parallèle. Pour générer des maillages complexes, GMSH [94], un logiciel libre de génération de
maillages 2D et 3D, est utilisé. La visualisation des résultats est faite via Paraview [95].

Pour résumer rapidement ce travail, l’exemple du transport dans l’ostéosarcome est proposé.
A l’échelle du pore, le modèle considéré est un modèle à 1 porosité c’est-à-dire que l’on extrait
la phase osseuse et on considère le reste du milieu comme du fluide. Dans ce qui suit, Ω et
∂Ω représentent respectivement les domaines et les frontières, tels que (1) Ω = Ωf ∪ Ωs où
Ωf et Ωs correspondent respectivement aux composantes fluide et solide du domaine et (2)
∂Ω = ∂intΩ ∪ ∂gΩ ∪ ∂extΩ, où ∂intΩ sont les frontières internes (fluide/solide), ∂gΩ les frontières
le long de la grille qui réalise le pavage du domaine et ∂extΩ les frontières externes de l’ensemble
du domaine Ω.

Une méthode séquentielle par blocs en deux étapes, décrite dans la figure 6.2, est développée
pour prédire l’écoulement interstitiel dans des coupes histologiques 2D d’ostéosarcomes. Plus
d’étapes peuvent être introduites sans difficulté supplémentaire mais ne seront pas présentées
ici. De même, cette étude à été menée pour caractériser les propriétés élastiques du milieu, mais
ce point ne sera pas abordé ici.

Trois échelles sont utilisées et L1, L2 et L3 sont ordonnées de telle sorte que L1 < L2 < L3.
Comme aucune hypothèse n’est faite sur la séparation des échelles (pas de plateau sur le calcul
des porosité par exemple, cf chapitre 4), les longueurs ne sont pas caractéristiques et peuvent être
choisies arbitrairement. Deux changements d’échelles successifs sont effectués, de l’échelle L1 à
l’échelle L2 puis de l’échelle L2 à l’échelle L3. Pour illustration ici seul le premier changement
d’échelle est décrit.

À l’échelle du pore L1, où les phases fluide et solide sont toutes deux considérées explicite-
ment, l’écoulement de fluide interstitiel est caractérisé par des effets visqueux dominants cor-
respondant à un écoulement avec un faible nombre de Reynolds. Le fluide est supposé être
newtonien et incompressible. Par conséquent, l’écoulement entrâıné par un gradient de pression
∇pL1 , est modélisé par les équations sur Ω qui correspondent au problème de Stokes suivant :

µ∇2uL1 − ∇pL1 = −ρg, on Ωf (L1-scale)
∇ · uL1 = 0, on Ωf

uL1 = 0, on ∂intΩ
Boundary conditions (BCs) on ∂gΩ and ∂extΩ

(6.1)

où µ et ρ sont la viscosité et la densité du fluide, respectivement, et uL1 et g sont la vitesse
du fluide et la gravité, respectivement. Dans ce qui suit, le terme de gravité n’est pas considéré
car, d’une part, son rôle supposé négligeable sur l’écoulement interstitiel dans l’ostéosarcome,
et d’autre part, le champ de pression hydrostatique résultant peut être inclus dans le terme de
pression ∇pL1 .
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Figure 6.3: Image binaire d’un élément du pavage avec matrice osseuse en blanc, illustration de
la magnitude de la vitesse du fluide interstitiel pour deux calculs représentatifs de l’écoulement
de Stokes obtenus en imposant un gradient de pression horizontal et vertical de magnitude
δP = 1, effectués pour calculer la perméabilité K à l’échelle L2 sur un élément du pavage. (De
Moreno et al. à soumettre).

Le premier changement d’échelle est basée sur la division du domaine initial en Nx×Ny sous-
domaines, nommés Ai avec i ∈ [[1, Nx×Ny]], de même surface L1

2. Les tenseurs de perméabilité
équivalente Ki à l’échelle L2 sont calculés sur chaque sous-domaine Ai. Afin de construire un
tenseur de perméabilité équivalent considérant l’anisotropie des champs sur un sous-domaine, il
est nécessaire de considérer deux écoulements de Stokes entrâınés par un gradient de pression de
magnitude (δP )l dans chaque direction de l’espace, avec l = 1 pour l’horizontale et l = 2 pour la
verticale (Figure 6.3). De plus, afin de déterminer explicitement les coefficients extra-diagonaux
de tenseur équivalent, nous considérons les vitesses moyennes (6.2), fournies ici sur un sous-bloc
nommé A pour des raisons pratiques.

⟨uL1⟩A = 1
|A|

∫
Af

uL1dS (6.2)

où |A| correspond à la surface d’un des éléments de la grille et Af corresponds au domaine
fluide de A.

Ensuite le tenseur de perméabilité équivalent à l’échelle L2, pour un sous-domaine A est
donné par l’équation (6.3) d’après [91]:

(Kkl)1≤k,l≤2 =
(

− µ⟨uL1,k⟩lA
L1

(δP )l
)

1≤k,l≤2
(6.3)

où l correspond à la direction de l’écoulement testé, et k correspond to la direction de l’espace.

A l’échelle L2, l’écoulement est maintenant décrit par un géométrie équivalente et constante
par morceaux Ω̃ , par l’équation de Darcy incompressible (6.4) avec ∂Ω̃ la limite. Le tenseur de
perméabilité K(s) est constant par morceaux (s étant la variable d’espace à l’échelle L2) avec
des valeurs sous chaque sous-bloc correspondant à Ki avec i ∈ [[1, Nx × Ny]]. La vitesse UL2

est la vitesse de Darcy et PL2 la pression à l’échelle L2.
UL2 = −K(s)

µ
· ∇PL2 , on Ω̃ (L2-scale)

∇ · UL2 = 0, on Ω̃
BCs on ∂Ω̃

(6.4)

Ce résultat est motivé par celui de l’homogénéisation classique [96] sur une géométrie périodique.
Ce processus peut être reproduit par un nouveau changement d’échelles de Darcy vers Darcy.

Dans le détails des travaux, différents types de conditions limites ont été testées telles que le non
glissement la symétrie et l’imposition d’une condition aux limites de pression linéaire. N’étant
pas au coeur de mon projet de thèse je ne décrirai pas cette partie de l’étude, cependant après
une étude de la convergence en terme de conditions aux limites et de taille du domaine, il a
été choisi d’utiliser des conditions aux limites symétriques aux bords des éléments du pavage et
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L1 = 800px, L2 = 1600px et L3 = 8000px. Au final les résultats obtenus ont la forme suivante
figure 6.4:

Figure 6.4: Comparaison des cartes de perméabilité (px2) et densité cellulaires (mm−2) sur une
coupe histologique marquée H&E. (De Moreno et al. à soumettre)

A partir de ces cartes (figure 6.4), des calculs de correlation peuvent être par exemple effectués
reliant la densité cellulaire à la perméabilité. Ici la densité cellulaire est une mesure de réponse
au traitement au sens où un faible nombre de cellules caractérise une zone de bonne réponse alors
qu’une densité cellulaire importante correspond à une zone de mauvaise réponse. Dans le cadre
de l’exemple illustré ici, les zone un calcul de correlation de Spearman sur un découpage 15 × 15
(illustré par le découpage fin) donne un coefficient de −0.493 et une p-value de 0.013. Ce résultats
illustré sur les deux cartes du bas met en évidence que les zones de bonne réponse sont associées
à une perméabilité plus importante. Dans cette étude menée sur une cohorte de 5 patients, nous
avons pu montrer que le signe de la correlation était dépendant de la micro-structure osseuse
en structure trabéculaire ou en forme de dentelle. Cette dépendance à la micro-structure met
certainement en évidence que les couplages mécano-biologiques dans ces différentes zones sont
de natures différentes, un point qui pourra être mis en évidence dans l’avenir, entre autre, par
l’exploration de coupe immunohistologiques et de l’environnement immunitaire des tumeurs.
Dans ce travail, le même type d’approche a été développée pour caractériser les propriétés
équivalentes élastiques d’un double milieu poreux (phase osseuse rigide et phase environnante
très souple), un aspect qui n’a pas été développé dans cette thèse mais dont les résultats sont
obtenus grâce au même type de traitement d’images présenté ici. Ces nouveaux quantificateurs
mécano-biologiques pourraient dans l’avenir nous permettre d’obtenir de nouveaux mécano-
marqueurs de la réponse aux traitements, spécifiques aux patients et pouvant être intégrés dans
une stratégie d’adaptation thérapeutique.



Conclusion et perspectives

Dans cette thèse, des techniques de segmentation robustes d’images cliniques histologiques et
immmunohistologiques ont été développées pour s’éfforcer de répondre aux questions ouvertes
sur l’évolution des ostéosarcomes et leur réponse aux traitements. Ces techniques ont permis la
détermination de métriques hétérogènes dans l’espace et portant sur la micro-architecture et la
distribution des cellules dans le micro-environnement tumoral. Permettant pour la première fois
de correler spatialement la matrice cellulaire aux cellules immunitaires du micro-environnement,
ces méthodologies sont également essentielles pour la mise en oeuvre d’une nouvelle approche
d’imagerie fonctionnelle numérique obtenue à partir d’images de résolution microscopique et
basées sur la théorie du transport et de l’élasticité en milieux poreux. Un logiciel numérique
interne a été développé et validé pour la segmentation et le pavage des images.

D’un point de vue méthodologique, la littérature sur la caractérisation de la correlation entre
milieux continus et discrets ainsi que de l’exploration de propriétés mécaniques équivalentes, en
milieux poreux hautement hétérogènes avec une résolution à l’échelle du pore, est rare. Cette
thèse propose de nouveaux modèles et des développements numériques qui peuvent être adaptés
à d’autres applications dans la recherche en milieux poreux. Les résultats obtenus sur une
cohorte de 8 patients montrent les possibilités qu’offrent ces nouvelles techniques en terme de
caractérisation des cancers osseux à génomique complexe, de suivi des patients et d’adaption
personalisée des traitements.

Dans le premier chapitre, une revue non exhaustive des connaissances actuelles sur l’ostéosarcome
est effectuée à plusieurs échelles spatiales. Une attention particulière est accordée à la description
du micro-environnement de l’ostéosarcome, une échelle à laquelle cette tumeur osseuse primaire
peut être vue comme un milieu poreux hétérogène. L’accent est porté sur l’hétérogénéité spatiale
de l’ostéosarcome et les réponses cliniques que peut apporter son exploration. Les objectifs de
la thèse sont ensuite introduits.

Le second chapitre propose une stratégie de segmentation d’images cliniques, issues de coupes
histologiques et immunohistoloigiques, par des techniques de machine learning. Les techniques
proposées s’appuient sur une information basée sur la couleur des images.

Le troisième chapitre a pour objectif d’améliorer cette segmentation par l’utilisation de fil-
tres qui explorent la texture des images. S’appuyant sur la difficulté d’interpréter les filtres
issus de techniques de machine learning, du type Support Vector Machine, des développements
théoriques ont été effectués pour projeter ces filtres efficaces mais non interpétrables sur des
bases de filtres linéaires aux dérivées partielles. Les cas d’images idéalisées ou d’image bruitées
sont explorés. De plus, une exploration des filtres invariants par rotation ou symétrie axiale
a permis de mettre en évidence de nouveaux filtres linéaires et non linéaires pertinents pour
l’étude des ostéosarcomes.

Le quatrième chapitre concerne le développement de métriques permettant la caractérisation
de l’hétérogénéité spatiale du micro-environnement tumoral. Un intérêt particulier est porté à
l’étude des correlations entre phase discrète associée aux phases cellulaires et continue associée à
la matrice extra-cellulaire. Une approche innovante de calcul de correlation locales est proposée.

Le chapitre 5 est dans la continuité de ces développements et s’intéresse aux correlations
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locales entre porosité et densité cellulaire immunitaire. Les résultats retrouvent et quantifient
certaines informations de la littérature comme l’aspect immunosuppresseur de l’ostéosarcome, en
particulier dans les zones de mauvaise réponse au traitement mais également apporte de nouvelles
conclusions comme la prévalence de la présence de marcrophages CD163 dits ”anti-tumoraux”
dans les régions osseuses de bonnes réponses aux traitements. Ces conclusions ouvrent en par-
ticulier de nouvelles perspectives quand à l’exploration de nouvelles cibles thérapeutiques pour
l’ostéosarcome.

Le sixième chapitre résume la manière dont les développements de cette thèse ont permis
de mettre en oeuvre de nouvelles techniques d’imageries fonctionnelles numériques à partir de
coupes histologiques. Cette approche basée sur la théorie du transport et de l’élasticité en
milieux poreux ouvre une nouvelle voie quant à l’éxporation de mécano-marqueurs pour la car-
actérisation du rôle des effets mécaniques dans le développement de l’ostéosarcome, le suivi des
patients et l’adaptation des traitements.

En raison de la rareté de l’ostéosarcome qui représente 350 cas en France par an, et du nom-
bre restreint de mauvais respondeurs avec une réponse mixte spatialement hétérogène ( 25% de
patients sur la cohorte de Toulouse), cette étude a été menée sur une cohorte de taille limitée
comme preuve de concept. L’extension de ce travail est d’élargir la cohorte pour confirmer les
résultats de la corrélation entre la réponse au traitement, la distribution des cellules immunitaire
et la microstructure de la matrice extra-cellulaire osseuse.

Par ailleurs, comme illustré dans le chapitre 5, les coupes immunohitologiques présentent
de nombreux biais liés à la difficulté de manipuler des tissus minéralisés. On peut observer
entre autre, des déchirures de tissus, des variations dans l’intensité des marquages ou encore des
défauts de marquages. Des études sont en cours au CRB-Cancer Toulouse pour améliorer la
qualité des coupes, en particulier dans le processus de démineralisation des tissus qui conditionne
l’intensité des marquages mais également l’intégrité du tissu lors de son dépôt sur la lame de
verre.

Bien que l’approche développée introduise de nombreux concepts de machine learning et
de milieux poreux, les résultats, c’est-à-dire cartes de porosité, de densité cellulaire, cartes de
correlations locales et coefficients de corrélation, sont simples à manipuler. Nous espérons qu’à
court terme, ces développements numériques pourront être utilisés par les biologistes et les
cliniciens pour étudier l’ostéosarcome et explorer de nouvelles pistes de l’amélioration des diag-
nostics et des stratégies thérapeutiques. En particulier, la méthodologie d’imagerie fonctionnelle
numérique peut être directement appliquée aux images immunohistologiques, et les changements
de polarisation des macrophages (changement de fonction de pro à anti-tumoral) dus aux effets
mécaniques pourraient être explorés à l’échelle du tissu. Ceci est possible grâce aux techniques
de segmentation développées et dédiées à ces images. Cette approche pourrait donc aider à
trouver de nouvelles cibles pour les traitements d’immunothérapie des ostéosarcomes.

L’optimisation numérique est en cours pour atteindre des temps de calcul plus courts, dimin-
uer l’intervention de l’expert et augmenter le potentiel d’utilisation du logiciel développé par des
réorganisations modulaires et ergonomiques du logiciel.

A plus long terme, la prise en compte du réseau vasculaire pourrait être mise en oeuvre. Ceci
complexifie le problème en introduisant un réseau dans un milieu poreux, cependant la prise en
compte de la vascularisation est en particulier essentielle pour étudier le rôle de l’hypoxie dans
le développement de l’ostéosarcome et la réponse immunitaire associée.

De plus, l’acquisition de données tridimensionnelles à l’échelle de la cellule doit être envisagée
pour résoudre le problème de manière plus complète. Des techniques de recalage permettent
à l’heure actuelle de reconstruire un milieux 3D à partir de coupes histologiques et immuno-
histologiques [97], cependant ces techniques d’imagerie détériorent le milieu et des acquisitions
3D s’appuyant sur des développements récents (tomographie à rayons X haute résolution) pour-
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raient permettre de visualiser le milieu osseux comme la phase cellulaire en 3D. Pour ce faire, des
marqueurs de cellules pertinents doivent être identifiés pour cette technologie, car l’acquisition
de telles données dans les tissus minéralisés reste un défi. Le logiciel d’imagerie fonctionnelle est
lui aussi adaptable aux données 3D et l’approche séquentielle pourra être très puissante pour
réduire le temps de calcul.

En conclusion, les développements de cette thèse visent à intégrer des paramètres géométriques
et biomécaniques objectifs et quantifiables pour l’exploration de tissus cancéreux hétérogènes
dans un but de stratification des patients et d’une meilleure prise en charge thérapeutique. Ce
travail se situe au croisement entre des sujets de grand intérêt pour la recherche sur le cancer
tels que l’étude l’interaction cellule/MEC, la quantification de l’hétérogénéité dans les tumeurs,
le rôle de la mécanique dans les tumeurs. La méthodologie est générique et peut être adaptée à
d’autres types d’images, de tumeurs et de problèmes physiques.
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Appendix A

Annexe 1: Recalage spatial

A.1 Recalage spatial

Pour une même pièce de résection d’un patient, plusieurs coupes histologiques et immuno-
histologiques peuvent être effectuées.

Une première raison est d’observer différentes populations cellulaires par différents mar-
quages. Dans l’immuno-histologie simplexes, on ne peut pas appliquer différents marquages sur
une même lame. Les coupes successives de tissu sont déposées à la main sur les lames en verre,
ce qui entrâıne des orientations différentes des coupes histologiques sur les images scannées :
Deux même coordonnées de pixels ne corespondent pas à la même localisation sur deux lames
de tissus. Le recalage spatial entre coupes histologique est donc un problème récurrent [97].
Certaines nouvelles techniques de marquages, telles que le multiplex, permettent de marquer
différentes populations cellulaires sur une même lame mais à l’heure actuelle ne permettent pas
d’identifier la phase osseuse. De plus, ces techniques restent très coûteuses et ne sont pour
l’instant pas utilisées en routines dans les hopitaux.

Une autre raison a été la tentitive de faire de la reconstruction 3D du profil de matrice osseuse
et du réseau vasculaire par coupes immuno-histologiques avec marquage au CD34 (endothélium
vasculaire).

A.1.1 Principe du recalage spatial

Soient trois lames successives avec leur marquage respectif A,B et C. On choisit une des trois
images comme image de référence, par exemple A.
Le recalage spatial entre A et B est une application φB qui va associer à chaque coordonnées
de pixels de l’image B une estimation de la coordonnées du pixel correspodant dans l’image A,
iA, jA) = φB(iB, jB) (figure A.1).

Il n’est pas question ici de recréer une image B déformé tel qu’elle s’ajuste à A, car cela
prendrait inutilement trop de place en mémoire.
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Figure A.1: Schema illustratif du principe de recalage entre trois lames succissvies et cartes de
densité cellulaire recalées sur le CD8, a) et d) CD8, b) et e) CD68 et c) et f) CD163

Si les images B et C sont recalées sur A, alors il est aussi possible de calculer des corrélations
entre B et C.

Lors du calculs des cartes sur l’image B, le pixel de coordonnées (iB, jB) n’intervient pas
dans la fenêtre déterminée par (iB, jB) mais dans celle associée à φB(iB, jB). Cette fenêtre pour
B correspond à la même “zone géographique” de l’image A, du point de vue du tissu biologique.
Ainsi, pour les mêmes coordonnées de fenêtres entre les cartes de A et B, les quantité peuvent
être comparées car elles sont calculées sur des zones quasiment identiques du positionnement
qu’avait les tissus dans la tumeur.
La figure A.2 montre un exemple, sur des fenêtre volontairement grossières, la correspondance
entre les zones d’une lame de tissu à l’autre.
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a b

c

Figure A.2: Illustration du recalage spatial sur trois coupes immuno-histologiques avec CD8
comme marquage de référence, a) CD8, b) CD68 et c) CD163

Des méthodes de Cross-correlations sur des éléments précis à petite échelle sont communément
utilisées dans les cas de suivi temporel ou de déformation de tissu, par exemple pour en étudier
l’élasticité. Mais dans notre cas, d’une lame à l’autre, les cellules ne sont pas les mêmes et
donc les noyaux visibles ne sont pas associables deux à deux. C’est pourquoi nous devons nous
appuyer sur des méthodes et des quantités plus globales.

A.1.2 Recalage spatial basé sur le masque du tissu

Lorsque le bord du tissu de chaque lame des coupes immuno-histologiques successives ne sont
pas trop déteriorés (plis, partie arrachées etc), il est possible d’appliqué un recalage spatial
affine s’appuyant sur le masque. L’avantage de se recalage spatial est qu’il est automatisé, il ne
demande pas l’aide de l’utilisateur.

La figure A.3 montre le cas du patient 14R004225 pour lequel les bords des tissus sont suff-
isemment propres et similaires.
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a b

c d

e f

Figure A.3: Coupes immuno-histologiques et masques associés, a) et b) CD8, c) et d) CD68, e)
et f) CD163
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a b

c d

Figure A.4: Recalage spatial basé sur le masque entre deux lames successives marquées, CD68
recalé sur le CD8

La méthode utilisée est une variante de descente de gradient dont la fonction à minimiser est
une erreur quadratique sur les fonctions caractéristiques des masques. Un produit de convolution
avec une gaussienne peut-être appliqué sur les fonctions caractéristques des masques, de manière
à éliminer le bruit dû aux quelques différences de pixels entre les masques.

A.1.3 Recalage spatial avec points de repère

Lorsque les bords des lames de tissus ne permettent pas un recalage basé sur les masques,
nous pouvons utiliser une deuxième méthode basée sur des points de repère déterminés par
l’utilisateur. Cette méthode, contrairement à la précédente, demande une intervention de
l’utilisateur.

On cherche ici à trouver une régression 2D d’une lame associée, à un marquage, à une lame
de référence, c’est-à-dire une application φ tel que l’erreur quadratique soit minimisée sur des
points de repère.

Lors des recalages par masque qui sont affines, nous avons pu constater que malgré une très
bonne approximation d’une transformation affine pour le recalage entre lame, il y avait une
légère déformation supplémentaire, probablement dû à l’elasticité des coupes de tissu. C’est
pourquoi, nous avons augmenté le degré pour rechercher des transformations quadratiques.

Soient une suite de n points (Xk)k, avec Xk de coordonnées (X1,k, X2,k), sur l’image B que
l’on veut faire correspondre à la suite de points (Yk)k sur l’image de référence A.

φ(Xk) = b+A.Xk +Q : (Xk ⊗Xk) (A.1)

où b est une vecteur 2×1, A est un vecteur 2×2, Q est un tenseur 2×2×2 avec Q(1,1,2) = Q(1,2,1)
et Q(2,1,2) = Q(2,2,1).
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On cherche à minimiser l’erreur : ∥∥∥∥∥
n∑
k=1

φ(Xk) − Yk

∥∥∥∥∥
2

(A.2)

Il y a alors 12 inconnus à déterminer qu’on peut ranger dans deux vecteurs colonnes :

C1 =



b1
A1,1
A1,2
Q1,1,1
Q1,1,2
Q1,2,2


C2 =



b2
A2,1
A2,2
Q2,1,1
Q2,1,2
Q2,2,2


(A.3)

Soit la matrice M de taille 6 × n :

M =



1 . . . 1
X1,1 . . . X1,n
X2,1 . . . X2,n
X2

1,1 . . . X2
1,n

2X1,1X2,1 . . . 2X1,nX2,n
X2

2,1 . . . X2
2,n


(A.4)

Nous avons alors les solutions :

C1 = (M.MT )−1.M.

Y1,1
...

Y1,n

 et C2 = (M.MT )−1.M.

Y2,1
...

Y2,n

 (A.5)

S’il n’y a pas au moins 6 points de repère, la matrice M.MT ne peut pas être inversible.

la figure A.5 montre un exemple de deux lames dont le bord ne permet pas un recalage basé
sur le masque. On peut y voir un ensemble de 8 points sur chaque lames.

a b

Figure A.5: Illustration de points de repère pour un recalage spatial basé sur des point de repère
entre deux lames successives marquées, CD8 recalé sur le HE. a) HE avec points en vert, b) CD8
avec points en noir.

A.1.4 Exemple du recalage par points avec étude d’un cas sur des zones de
lames

Les images du patient 19T014061 montrent une réponse très hétérogène au traitement (les lames
de H&E et CD8 sont dans le figure A.5). Les lames de tissu étant également parfois détériorées
(déchirure présente sur la lame de CD8, figure A.5 b) ), nous avons décidé d’appliquer le recalage
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par points et d’étudier les quantités sur des régions d’intérêt. Ces régions correspondent à des
zones de bonne ou de mauvaise réponse, ainsi qu’une zone de réponse mixte.

Figure A.6: Détermination manuelle de régions d’intérêt, 1,4,5 : mauvaise réponse au traitement, 2 : bonne réponse, 3
: réponse mixte region.

regions 1 2 3 4 5

H&E

CD8

Table A.1: Zoom sur les régions d’intérêt

regions 1 2 3 4 5
Porosity 0,97 0,8 0,76 0,88 0,89
Width of trabeculae (µm) 28 90 142 55 57
Density of stained cells (mm−2) 4,4 35,2 13,8 26,3 15,2
Density of not stained cells (mm−2) 1449 150 240 1456 1225
Percentage of stained cells 0,3% 19,0% 5,4% 1,8% 1,2%

Table A.2: Quantités sur les régions d’intérêt, coupe marquée au CD8.
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Appendix B

Annexe 2: Coefficient de Spearman
local

Dans ce qui précède les données ont été traitées par une approche de type Pearson. Le coefficient
de corrélation de Spearman de variables X et Y est un coefficient de Pearson appliqué aux rangs
des valeurs de X et Y (rg(X) et rg(Y )) utilisé généralement lorsque les répartition des champs
X relativement à Y ne sont pas linéaires.

rs =
Cov(rg(X), rg(Y ))√

V ar(rg(X))
√
V ar(rg(Y ))

(B.1)

Comme précédemment, nous allons chercher à calculer ce coefficient localement dans l’espace.

Une première possibilité est de pondérer les valeurs en fonction de la distance, c’est-à-dire
appliquer le Pearson local sur rg(X) et rg(Y ).
Le problème de cette méthode est que :
Soit A une partie des données, et αA la fonction caractéristique de A. Le résultat obtenu entre le
coefficient de Spearman classique appliqué sur A et le coefficient de Spearman local avec comme
poids le filtre αA ne donne pas le même résultat. La raison est que le rang d’une valeur de X
n’est pas le même selon qu’elle soit prise dans la partie A ou parmi toutes les valeurs de X.

Pour corriger ce problème et proposer un coefficient de corrélation de Spearman local plus
cohérent, nous pouvons modifier la définition du rang.
Soit X = [X1, X2, ..., Xn] des donnés quelconques et [X(1), X(2), ..., X(n)] les valeurs de X triées
par ordre croissant.
La définition du rang habituel serait :

rg(X(1)) = 1, rg(X(k+1)) = rg(X(k)) + 1 (B.2)

Soit α = [α1, α2, ..., αn] les poids associés à X, et α(k) le poids associé à X(k). On peut définir
un rang pondéré par :

rg(X(1)) = α(1), rg(X(k+1)) = rg(X(k)) + α(k+1) (B.3)
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Appendix C

Annexe 3: Résultats
complémentaires sur la cohorte de
patients

Dans cette annexe, les coupes immunohistologiques (CD8, CD163, CD8), les cartes de porosité,
les de densité cellulaire et les cartes de correlation locales (porosité cellules marquées) sont
données pour l’ensemble des patients disponibles dans la cohorte toulousaine ainsi que les coef-
ficients de correlation globale associés. Les patients dont les coupes étaient endommagées par
des déchirures ou des marquages insuffisants ont été exclus.

C.1 Patients mauvais répondeurs

Patient 1

a b c

Figure C.1: Coupes immuno-histologiques a) marquage CD8, b) CD163, c) CD68
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a b

c d

Figure C.2: Carte de densité cellulaire a) CD8, b) CD163, c) cellules totales CD68, d) grandes
cellules CD68, cartes avec recalage spatial sur le CD8

c

Figure C.3: Cartes de porosité, a) CD8, b) C163, c) CD68.
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a b

c d

Figure C.4: Carte de corrélations locales porosité/densité cellulaire a) CD8, b) CD163, c)
cellules totales CD68, d) grandes cellules CD68.

Patient 3

a b c

Figure C.5: Coupes immuno-histologique du patient 19T01 mauvais répondeur, a) marquage
CD8, b) CD163, c) CD68.
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a b c

Figure C.6: Cartes de porosité a) CD8, b) CD163, c) CD68.

a b

c d

Figure C.7: Cartes de densités a) CD8, b) CD163, c) CD68 cellules totales, d) CD68 grandes
cellules.
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a b

c d

Figure C.8: Cartes de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d) CD68
grandes cellules.

corrélation CD8 CD163 CD68 t CD68 g
Porosité -0.462 -0.073 -0.117 -0.078

Table C.1: Corrélation entre porosité et densité cellulaire, pour le CD68 : t = toutes cellules
marquées, g = grandes cellules marquées

Dans cette section, 3 pièces de resections issues de patients mauvais répondeurs, selon le
critère de Huvos Rosen, sont étudiées. Pour chacun des patients, les coupes immunohistologiques
sont illustrées pour des marquages CD8 caractérisant les lymphocytes T, CD163 caractérisant
des macrophages dont la présence est de bon prognostic pour les patients [16, 11], et le CD68
caractérisant les macrophages plutôt délétères au prognostic et incluant la mise en évidence des
ostéoclates [11].

C.2 Patients bons répondeurs

C.2.1 Patient 4

a b c

Figure C.9: Coupe immuno-histologique du patient 17T, a) marquage CD8, b) CD163, c) CD68
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a b

c

Figure C.10: Carte de porosité a) CD8, b) CD163, c) CD68.

a b

c d

Figure C.11: Cartes de densité cellulaire a) CD8, a) CD163, c) CD68 cellules totales, d) CD68
grandes cellules.
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a b

c

d

Figure C.12: Carte de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d) CD68
grandes cellules.

corrélation CD8 CD163 CD68 t CD68 g
Porosité -0.108 -0.228 -0.092 -0.033

Table C.2: Corrélation entre porosité et densité cellulaire, pour le CD68 : t = toutes cellules
marquées, g = grandes cellules marquées
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C.2.2 Patient 5

a b c d

e f

Figure C.13: Coupe immuno-histologique du patient 19T04, a) marquage CD8, b) CD8 masque,
c) CD163, d) CD163 masque, e) CD68, f) CD68 masque.

a b c

Figure C.14: Carte de porosité a) CD8, b) CD163, c) CD68.
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a b

c d

Figure C.15: Carte de densités a) CD8, b) CD163, c) CD68 cellules totales, d) CD68 grandes
cellules.
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a b

c d

Figure C.16: Cartes de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d)
CD68 grandes cellules.

corrélation CD8 CD163 CD68 t CD68 g
Porosité -0.267 -0.311 -0.113 -0.059

Table C.3: Corrélation entre porosité et densité cellulaire, pour le CD68 : t = toutes cellules
marquées, g = grandes cellules marquées
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C.2.3 Patient 6

a b c d

e f

Figure C.17: Coupe immuno-histologique du patient 20T, a) marquage CD8, b) CD8 masque,
c) CD163, d) CD163 masque, e) CD68, f) CD68 masque.
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a b c

Figure C.18: Carte de porosité a) CD8, b) CD163, c) CD68.
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a b

c d

Figure C.19: Carte de densités a) CD8, b) CD163, c) CD68 cellules totales, d) CD68 grandes
cellules.
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a b

c d

Figure C.20: Cartes de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d)
CD68 grandes cellules.

corrélation CD8 CD163 CD68 t CD68 g
Porosité 0.009 -0.096 -0.332 -0.249

Table C.4: Corrélation entre porosité et densité cellulaire, pour le CD68 : t = toutes cellules
marquées, g = grandes cellules marquées
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C.2.4 Patient 8

a b c d

e f

Figure C.21: Coupe immuno-histologique du patient 21TED08, a) marquage CD8, b) CD8
masque, c) CD163, d) CD163 masque, e) CD68, f) CD68 masque.
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a b c

Figure C.22: Carte de porosité a) CD8, b) CD163, c) CD68.
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a b

c d

Figure C.23: Carte de densités a) CD8, b) CD163, c) CD68 cellules totales, d) CD68 grandes
cellules.
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a b

c d

Figure C.24: Cartes de corrélations locales a) CD8, b) CD163, c) CD68 cellules totales, d)
CD68 grandes cellules.

corrélation CD8 CD163 CD68 t CD68 g
Porosité -0.146 -0.408 -0.458 -0.180

Table C.5: Corrélation entre porosité et densité cellulaire, pour le CD68 : t = toutes cellules
marquées, g = grandes cellules marquées
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de résection des sarcomes osseux traités par chimiothérapie néoadjuvante : revue de la
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Pauline Assemat, Nathalie Gaspar, Sébastien Aubert, Jean-Marc Guinebretiere, Béatrice
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