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Ou est-1l ?
Ou se cache-t-il ?
Que ferai-je pour le trouver ?

L’Avare, Moliére (1668).
Acte IV, sceéne 7.
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Glossaire

Principales notations

2
N

mzo;cncncao::u:%e@ M<zg o M=

espace probabilisé

variable aléatoire (observée ou cachée)

processus aléatoire (observé ou caché)

réalisation de la variable aléatoire X

réalisation du processus aléatoire X

ensemble des valeurs prises par le processus X
nombre total de variables aléatoires du modele
variable aléatoire observée

processus aléatoire observé

réalisation de la variable aléatoire observée Y
réalisation du processus aléatoire observé Y
ensemble des valeurs prises par le processus Y
nombre de variables aléatoires observées du modele
nombre de réalisations indépendantes du processus Y
variable aléatoire cachée

processus aléatoire caché

réalisation de la variable aléatoire cachée S
réalisation du processus aléatoire caché S
ensemble des valeurs prises par le processus S
nombre de variables aléatoires cachées du modele
espace image de (2, F, P) par X

densité de Px

notation pour Px(x) ou pour fx(x)

parties de ’ensemble des sommets U

iii

restriction du processus X aux sommets du sous-ensemble A de U

ensemble des valeurs prises par le processus X 4

restriction du processus Y aux sommets observés de A, ou A C U

ensemble des valeurs prises par le processus Y 4

restriction du processus S aux sommets cachés de A, ou A C U

ensemble des valeurs prises par le processus S4
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(Pp)oco
P= (pa,i)a,i
™ = (ﬂ-z)z

A
A
Iy
Eg
i
a

Co

relation d’indépendance conditionnelle

ensemble des sommets d’un graphe ou des indices d’un processus
ensemble des arétes d’un graphe

graphe (généralement la structure d’un modele graphique)
sommets d’un graphe ou indices d’un processus

variable aléatoire (observée ou cachée) associée au sommet u
dans un processus indexé par un arbre,

sommet, de profondeur u et de position v

graphe moral associé au graphe (U, £)

graphe engendré par le sous-ensemble de sommets A

plus petit ensemble ancestral contenant A

ensemble des parents d’un sommet u de G

clique d’'un graphe G

le sommet de la clique C; possédant [ — 1 parents dans C;
relation de parenté entre sommets d’un graphe

relation d’adjacence entre sommets d’un graphe

fonction potentiel de la clique C

ensemble des cliques du graphe G

nombre de sommets de la clique C

nombre de cliques du graphe ¢

valeurs des états cachés

nombre de valeurs possibles d’un état caché

valeur des parents de X,

parameétre d’émission tel que P(Y, = y| X ,) = a) = Py, (y)
espace des parametres d’émission

famille paramétrique de lois d’émission

matrice de transition

loi d’un état initial ou loi stationnaire

parametre d’un modele

espace des parametres

espérance sous la loi Py

espérance sous la loi P

arbre de jonction

aréte de 'arbre de jonction

clique racine de ’arbre de jonction
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séparateur de sommets associé a 'aréte a

partie de ’arbre séparée par ’aréte a et ne contenant pas Cy
partie de ’arbre séparée par ’aréte a et contenant Cg
ensemble des sommets de G dans 7T,

ensemble des sommets de G dans 7, \ S,

ensemble des sommets de G dans 7 °

ensemble des sommets de G dans 77\ §,

ensemble des modeles de Markov cachés orientés acycliques
a structure morale

transposée de la matrice X






Introduction générale

Des modeles graphiques et modeles de mélanges
aux modeles de Markov cachés

L’objet de cette these est I’étude d’une famille de processus aléatoires, a des fins
de modélisation. Plus spécifiquement, nous nous intéressons a des processus mettant
en jeu un nombre fini (mais arbitrairement grand) de variables aléatoires, pouvant étre
indexées par les sommets d’un graphe. Nous portons une attention plus particuliere aux
cas ol les dépendances entre ces variables aléatoires se traduisent par l’existence de
zones homogenes dans le graphe, au sens ou des variables adjacentes ont tendance a
avoir un comportement similaire. Un cadre privilégié dans ce type de situation est celui
des modeles graphiques comportant des variables cachées.

D’aprés Lauritzen, 1996 [75], les modeles graphiques trouvent leur origine, entre
autres, dans la physique statistique et dans les idées de Gibbs, 1902 [59]. Il s’agit de
modeles probabilistes dans lesquels les variables aléatoires sont représentées par les som-
mets d’un graphe, les relations d’indépendance conditionnelle entre ces variables étant
définies par les arétes du graphe. La génétique a également contribué au développement
des modeles graphiques, avec en particulier les travaux de Wright dans les années 1920—
1930 (voir [123] par exemple). L’étude des interactions dans les tableaux de contingence
a trois entrées a aussi été une source de meilleure connaissance de ces modeles (voir
Darroch et al., 1980 [35]). Enfin, Pearl, 1982 [97] a contribué & la généralisation et a
I’approche bayésienne des modeles graphiques, ce qui depuis leur a également valu le
nom de réseauz bayésiens. L’ajout, dans les modeles graphiques, de variables aléatoires
discretes autres que celles directement observées, et appelées pour cette raison variables
cachées, permet d’une part de représenter, a 1’aide des modeles de mélange, les inho-
mogénéités dans le comportement des variables observées. D’autre part, la définition,
a l'aide de graphes, des dépendances entre variables cachées, induit des relations de
dépendance entre les variables observées, qui permettent par exemple la prise en compte
des zones homogenes. Ainsi, la notion d’influence entre variables observées voisines est
traduite indirectement grace aux variables cachées, qui définissent finalement la struc-
ture de dépendance du modele. Ces modeles graphiques a structure cachée sont appelés
modeles de Markov cachés et peuvent étre également vus comme des champs de Gibbs
a données manquantes (voir Besag, 1974 [8]).

Les modeles de Markov cachés constituent ainsi une vaste classe de modeles proba-
bilistes dont I'un des atouts est la facilité d’interprétation due aux variables cachées. En
effet, une application majeure des modeles de mélange est la classification automatique,
ou une variable cachée est interprétée comme la classe de la variable observée corres-



pondante. De la méme maniere, dans un modele de Markov caché, les zones du graphe
ol les variables cachées voisines ont méme valeur induisent des zones homogenes dans
le processus observé. La traduction des connaissances a priori du modélisateur sur la
maniere dont les classes se propagent passe donc par la définition graphique de la notion
de voisinage entre variables aléatoires.

Ce fort potentiel des modeles de Markov cachés explique leur utilisation répandue
en analyse et segmentation d’images, a 1’aide de champs de Markov cachés, avec par
exemple article de référence de Besag, 1986 [9]. Les chaines de Markov cachées sont
un cas particulier de modele de Markov caché - historiquement le premier modele de
cette famille introduisant des dépendances entre variables observées. Elaboré entre les
années 1960 et 1970 par Baum et al. [6], ce modele a connu une utilisation intensive
en reconnaissance automatique de la parole a partir de 1970, par exemple avec Baker,
1975 [4] et Jelinek et al., 1975 [65] (voir le tutoriel de Rabiner, 1989 [102] au sujet
de l'utilisation des chaines de Markov cachées en reconnaissance de la parole). Cette
utilisation a été étendue a d’autres domaines de la reconnaissance des formes, par exemple
la reconnaissance de gestes, qui a fait I'objet de la theése de Braffort [14]. Les chaines
de Markov cachées sont également utilisées en analyse du génome (voir Churchill, 1989
[29]). Les arbres de Markov cachés, définis a l’origine par Crouse, Nowak et Baraniuk,
1998 [32], qui sont une extension simple des chaines de Markov cachées, ont été utilisés en
traitement du signal basé sur ’analyse en ondelettes, puis en catégorisation de documents
par Diligenti, Frasconi et Gori, 2001 [40].

Il est important de remarquer que les variables cachées n’ont pas, a priori, d’exis-
tence physique dans le phénomene observé : elles sont avant tout utilisées pour créer
des modeles flexibles. Cependant, apres analyse des données en regard du modele, elles
trouvent souvent une interprétation concréte a posteriori : phonéme dans la reconnais-
sance de parole, zone codante dans I’analyse de génome, signal ou bruit dans le débruitage
par ondelettes.

L’inférence dans les modeles de Markov cachés

La flexibilité de ces modeles les rend tres intéressants en pratique, mais la présence de
variables cachées complique I'inférence statistique. Le calcul, pour un modele entierement
spécifié, de la loi jointe d’un ensemble de variables observées (typiquement le calcul de la
vraisemblance), nécessite des algorithmes de complexité au mieux polynomiale, au pire
exponentielle en fonction du nombre de variables du modele. L’estimation des parametres
basée sur la vraisemblance est rendue difficile par 1’absence de formule explicite pour
le maximum de vraisemblance, et requiert en général des algorithmes itératifs, comme
I’algorithme EM. De plus, dans ce cas, chaque itération met elle-méme en jeu les algo-
rithmes de calcul de probabilités évoqués ci-dessus. Il existe des méthodes d’estimation
de parametre alternatives a la maximisation de la vraisemblance. Citons par exemple
I’approche dite Minimum Discrimination Information ou MDI qui consiste a minimiser
un critere d’entropie relative, parmi toutes les distributions vérifiant des contraintes
concernant des moments donnés (voir Shore et Johnson, 1980 [109]). L’approche MDI
est une généralisation de 'approche par maximum d’entropie de Cover et Thomas, 1991
[30] et peut également servir de base a des méthodes de sélection de modeles. Enfin,



I'interprétation fine des modeles de Markov cachés nécessite le plus souvent la restaura-
tion des états cachés, généralement par maximisation de leur probabilité conditionnelle,
sachant les données observées (principe du Maximum A Posteriori ou MAP).

Comme les auteurs I’expliquent dans Smyth, Heckerman et Jordan, 1997 [110] ou
dans Lucke, 1996 [87], un algorithme générique de complexité polynomiale existe pour
le calcul de probabilités dans les modeles de Markov cachés, dans le cas ou le graphe
d’indépendance conditionnelle (parfois appelé structure) est triangulé. Il s’agit de ’al-
gorithme d’arbre de jonction. Dans ce cas, il existe également un algorithme EM pour
I’estimation des parametres, dont chaque itération est également de complexité polyno-
miale. Enfin, un algorithme du MAP de complexité polynomiale pour la restauration des
états cachés existe également.

Les algorithmes génériques cités dans Smyth, Heckerman et Jordan, 1997 [110], s’ils
permettent en théorie de résoudre tous les problemes d’inférence de maniere efficace,
ont cependant quelques inconvénients. D’une part, ils n’effectuent pas leurs calculs a
partir de probabilités (conditionnelles ou non) mais & partir de potentiels de cliques,
ce qui a pour premier inconvénient de ne pas prendre en compte les parametres na-
turels du modele, qui sont les probabilités de transition. Du coup, il est difficile d’in-
terpréter les calculs intermédiaires de ’algorithme et, dans le cas ou plusieurs calculs
de probabilités consécutifs sont nécessaires, de réutiliser les calculs déja effectués. Il est
également extremement délicat d’utiliser ces formules pour faire du calcul analytique
(et non numérique) afin de déterminer, par exemple, I'espérance de variables aléatoires
en fonction de parametres. Un probléeme également handicapant en pratique est lié au
principe de I'algorithme d’arbre de jonction, qui décompose la loi jointe des variables ob-
servées. Ceci cause des instabilités numériques des que le nombre de variables aléatoires
du modele est modérément grand.

Notons que certains modeles de Markov cachés peuvent étre assimilés a des modeles
a espace d’états (voir Kiinsch, 2001 [74] dans le contexte des chaines de Markov cachées).
C’est le cas, en particulier, si la structure est orientée et que chaque variable aléatoire
observée admet un unique prédécesseur. Pour ces modeles de Markov cachés, on bénéficie
alors de la méthodologie et des algorithmes récursifs de calcul de probabilités développés
de maniere générale pour les modeles a espace d’états — principalement les algorithmes
de filtrage et de lissage qui, par nature, ne sont pas assujettis aux limitations numériques
évoquées ci-dessus.

Sélection d’un modeéle de Markov caché

Les techniques d’estimation de parametres mentionnées ci-dessus permettent de dé-
terminer un modele a utiliser pour I'inférence statistique dans le cas ou la structure du
modele est fixée, dont, entre autres, le graphe d’indépendance conditionnelle, le nombre
de valeurs possibles pour les états cachés et la famille des lois conditionnelles des variables
observées sachant les états cachés (ou lois d’émission). Dans la plupart des situations
pratiques, cette structure est a priori inconnue, méme si en principe le modélisateur va
envisager plusieurs structures possibles. Il est alors confronté a un probléeme de sélection
de modeles : & partir de quelle(s) structure(s) va-t-il fonder l'inférence statistique ? Les
criteres et techniques de sélection dépendent a priori de 'usage qu’on veut faire du modele



mais on peut énoncer quelques principes généraux. Lorsqu’il s’agit d’estimer la loi jointe
des variables aléatoires a partir de réalisations de ces variables, 'usage de criteres de
choix de modeles basés sur la divergence de Kullback-Leibler est justifié et conduit a
des critéres de vraisemblance pénalisée (comme dans Burnham et Anderson, 1998 [17])
ou de validation croisée (introduite comme outil de validation et de comparaison de
modeles dans Stone, 1974 [113]). Puisque nous nous intéressons a des modeles pouvant
étre utilisés pour la classification, le recours a des méthodes de choix de modéles basés
sur une pénalisation de la vraisemblance complétée, comme dans Biernacki, Celeux et
Govaert, 2001 [11], est également justifié.

La présence de variables cachées complique le probleme de sélection de modeles
lorsque le nombre d’états cachés K du modele est inconnu. En effet, la quasi-totalité
des criteres de choix de modeles se base sur I'hypothese que les données disponibles
sont des réalisations d’un modele de Markov caché avec K = K. Dans le cas ou des
modeles avec Ky < K sont dans I’ensemble des modeles candidats, I’hypothese de nor-
malité asymptotique de I'estimateur de maximum de vraisemblance, justifiant le critere
de Schwarz [107] ou les tests du khi deux basés sur le logarithme du rapport de vrai-
semblance, n’est pas vérifiée. Des détails sur les conséquences de cette difficulté sur la
sélection de modeles de mélanges indépendants par des tests sont rapportés dans Aitkin
et Rubin, 1985 [2]. L’article de Geiger et al., 2001 [58] propose une approche basée sur la
topologie pour expliquer les origines de la difficulté de la sélection de modeles de Markov
cachés, principalement par le critere de Schwarz. Les auteurs définissent une notion de
régularité pour des classes de modeles graphiques et constatent que la présence d’états
cachés dégrade la régularité des modeles, rendant par la-méme plus difficile la preuve
de la consistance de ce criteére. D’autre part, d’aprés Gassiat, 2002 [52], certains critéres
de vraisemblance marginale pénalisée permettent, sous des conditions assez fortes (entre
autres, la stationnarité et la S-mélangeance), d’obtenir une estimation consistante du
nombre d’états cachés.

Cependant, ’hypothése que la vraie loi des variables aléatoires observées est celle d’'un
modele de Markov caché reste un inconvénient des lors qu’il s’agit de données réelles, vu
le manque de réalisme de cette hypothese. Dans de telles situations, il peut paraitre plus
adapté de choisir le modele de Markov caché le plus proche de la vraie loi des variables
observées, en un certain sens (habituellement celui de la divergence de Kullback-Leibler).

Objectifs de la these

Le premier objectif de ce travail est de définir une classe de modeles de Markov cachés
permettant la modélisation de processus observés a valeurs discretes ou continues, ad-
mettant une paramétrisation naturelle et aisément interprétable, et pour lesquels existent
des algorithmes d’inférence efficaces.

Notre but est ensuite :

— de développer ces algorithmes d’inférence sous la contrainte qu’ils tiennent compte
de la paramétrisation choisie, qu’ils se basent sur des probabilités conditionnelles
et non sur des potentiels de cliques, qu’ils explicitent le lien fonctionnel entre
les parametres et les probabilités conditionnelles utilisées, qu’ils soient stables
numériquement et qu’ils ne répetent pas de calculs inutilement ;



— d’examiner l'intérét, d’'un point de vue théorique et pratique, de techniques de
sélection de modeles déja utilisées dans le cadre des modeles de Markov cachées,
voire uniquement dans d’autres contextes. En particulier, nous examinons la justi-
fication théorique de ces criteres et leur domaine de validité. Entre autres aspects,
nous vérifions si le fait que, parmi les modeles en compétition, figure celui ayant
généré les données, fait partie des hypotheses effectuées lors de 1’élaboration des
criteres. Nous proposons également des techniques de choix de modeles basées sur
la validation croisée (voir Celeux et Durand, 2001 [22]). Il s’agit d’'une méthodologie
classique mais pas encore mise en ceuvre dans le cas des modeles de Markov cachés,
ou la structure de dépendance en complique I'implémentation.

Plan de la thése

Le chapitre 1 est dédié a la définition d’une famille de modeles de Markov cachés
répondant aux exigences énoncées ci-dessus. Dans un premier temps, nous rappelons les
concepts propres aux graphes et aux modeles probabilistes graphiques, avec une breve
présentation de l'algorithme d’arbre de jonction et de ses variantes. Nous présentons
ensuite la famille de modeéles sur laquelle nous travaillons dans les chapitres suivants, en
décrivant ses propriétés les plus immédiates.

Les problemes d’inférence statistique dans ces modeles sont traités au chapitre 2.
Apres avoir évoqué les problemes d’identifiabilité, nous présentons des techniques d’es-
timation du maximum de vraisemblance des parametres par 'algorithme EM et ses
variantes. L’étape E met en évidence la nécessité de calculer la loi jointe des états
cachés de chaque clique, conditionnellement aux données observées. L’une des contri-
butions de cette these est I’élaboration d’algorithmes efficaces et interprétables, permet-
tant I'implémentation de ’étape E, et plus généralement le calcul de probabilités, dans
ces modeles de Markov cachés. Nous présentons une premiere procédure, analogue a
Ualgorithme avant-arriere développé pour les chaines de Markov cachées. Elle s’appuie
fortement sur 1’étude des propriétés de la famille de modeles considérée, en particulier
des caractéristiques de leur graphe d’indépendance conditionnelle. Ces propriétés sont
établies au préalable. Nos algorithmes se basent sur la décomposition de probabilités
jointes, ce qui est cause de limitations numériques, quand le nombre de données ob-
servées augmente. Nous montrons en quoi l'usage, dans les algorithmes avant-arriere,
de probabilités analogues a celles de lissage dans les modeéles a espace d’états, résout
ces problemes d’instabilité numérique tout en conservant la complexité polynomiale des
algorithmes. Enfin, nous rappelons l'intérét d’un algorithme de restauration globale des
états cachés, puis en proposons un de complexité égale a celui de I’algorithme arriére (ou
avant-arriere). Nous en donnons également une interprétation probabiliste. Ce chapitre
est largement illustré par ’application de ces algorithmes au cas des chaines et des arbres
de Markov cachés. En particulier, nous présentons la méthode de Durand, Goncalves et
Guédon, 2002 [46] pour la détection de changements de régularité locale de processus.
Cette méthode est basée sur la modélisation par arbres de Markov cachés de la loi des
coefficients de la transformée en ondelettes. Nous présentons, dans cette application, les
étapes de modélisation, d’estimation des parametres, de restauration des états cachés et
d’interprétation du modele.



Dans le chapitre 3, nous abordons le probleme de la sélection de modeles en rappelant
des techniques usuelles, leur fondement et leur validité. Ainsi, nous étudions le choix de
modeles basé sur les tests, le critere d’information bayésienne BIC, le critere d’Akaike
AIC (tous deux de type vraisemblance pénalisée), les critéres de vraisemblance marginale
pénalisée de Gassiat, 2002 [52] et la validation croisée multiple (en particulier le demi-
échantillonnage). Nous nous plagons essentiellement dans le cadre du choix du nombre
d’états cachés. La mise en ceuvre de la validation croisée dans un cadre ou les variables
aléatoires sont dépendantes les unes des autres est délicate, tout particulierement quand
elles sont & valeurs continues. C’est pourquoi nous présentons des algorithmes de calcul
de probabilités et d’estimation des parametres, dans le cas d’observations supprimées de
maniere déterministe ou totalement aléatoire. Nous étudions également I’adaptation au
cas de mélanges non indépendants du critere ICL, pénalisant la vraisemblance complétée,
adapté a la recherche du nombre de classes a des fins de classification automatique. Puis
nous comparons le comportement, de ces criteres sur des données simulées et réelles. Ces
dernieres sont les durées inter-défaillances de logiciels, le processus des défaillances et des
corrections étant modélisé par une chaine de Markov cachée (voir Durand et Gaudoin,
2002 [45]).

Dans le chapitre 4, nous présentons une application complete des chaines de Mar-
kov cachées pour ’étude de courbes de consommation électrique fournies par EDF. Nous
présentons les différentes étapes de cette étude : de 1’élaboration du modele & sa vali-
dation, en passant par la sélection. L'un des buts de 1’étude est, pour EDF, d’arriver a
estimer la part de la consommation globale due aux différents appareils ménagers. Ainsi,
I'intérét de cette application est la prise en compte de cet objectif lors de la sélection de
modele.



Chapitre 1

Modeles de Markov cachés

1.1 Introduction

Dans ce chapitre, nous rappelons la définition des modeles probabilistes graphiques
orientés et non orientés ainsi que la sémantique de ces graphes. Ce formalisme nous
permet ensuite de définir les modeles de Markov cachés comme des modeles graphiques
comportant des variables aléatoires discretes non observées. Comme illustration, nous
rappelons la définition des modeles de Markov cachés les plus célebres, en nous appuyant
sur leur graphe d’indépendance conditionnelle et leurs parametres. Nous présentons les
algorithmes classiques de calcul numérique de probabilités dans ces modeles, tout en
insistant sur leurs limites en termes d’interprétation, de stabilité numérique et celles
concernant les possibilités de calcul analytique de probabilités, limites qui rendent plus
difficile I'inférence dans ces modeles. Enfin, nous caractérisons une classe de modeles de
Markov cachés qui satisfait systématiquement a nos objectifs, a savoir

— telle que la donnée de la structure d’indépendance conditionnelle suffise a obtenir,
sans aucun calcul théorique, une paramétrisation naturelle et interprétable (en
particulier d’un point de vue probabiliste) ;

— D'existence d’algorithmes d’inférence tenant compte de cette paramétrisation, se
basant sur des probabilités conditionnelles et non sur des potentiels de clique (pour
des raisons d’interprétation et pour permettre le calcul analytique);

— l'explicitation par ces algorithmes du lien fonctionnel entre les parametres et les
probabilités conditionnelles utilisées ;

— la stabilité de ces algorithmes ainsi que la détection et la suppression des calculs
répétés inutilement.

Les algorithmes répondant a ces objectifs sont présentés au chapitre 2.

1.2 Modeles graphiques

Nous rappelons dans cette section comment les graphes peuvent constituer un outil
pour définir des modeles probabilistes. De tels modeles, nommés modéles graphiques,
offrent des avantages dans le domaine :

— de la description du modele. Les modeles graphiques constituent un moyen naturel



et intuitif pour définir ou représenter les relations d’indépendance conditionnelle
entre variables aléatoires, a travers leur structure,

— des algorithmes de calcul des probabilités. Etant donné un modele graphique
entierement spécifié, il est possible de développer des algorithmes efficaces pour cal-
culer des quantités d’intérét, telles que la loi jointe d’un sous-ensemble de variables
aléatoires du modele. Cependant, les algorithmes courants ont des inconvénients
que nous détaillerons par la suite (en particulier leur instabilité numérique et leur
interprétation probabiliste ardue) et qui limitent leur utilisation.

Définitions et notations

Nous supposons dans tout ce qui suit que nous voulons définir un modele pour des va-
riables aléatoires définies sur un espace probabilisé commun (2, F, P). Nous utilisons des
lettres majuscules pour désigner des variables aléatoires et des lettres minuscules pour
désigner des réalisations de ces variables aléatoires. Une variable aléatoire X définie sur
Q et a valeurs dans X induit un espace probabilisé (X, Fx, Px) ou Fy désigne la tribu
engendrée par les ouverts de X pour une certaine topologie et Px désigne la loi de X.
Nous utiliserons parfois la notation X'x pour désigner I’ensemble des valeurs de X. Nous
supposons que toutes les lois admettent une densité px par rapport a une mesure o-finie
w. Lorsque la mesure p est la mesure de Lebesgue, nous notons fx la densité de Px. Ce
cas, ainsi que celui ou p est la mesure de comptage, constituent deux applications d’un
intéret particulier pour les modeles graphiques. En général, lorsque le contexte ne permet
pas d’ambiguité, nous utiliserons la notation P(X = z) pour désigner indifféremment
Px(x) et fx(z), afin de simplifier les notations dans les modeéles mettant en jeu a la fois
des variables aléatoires a valeurs discretes et continues. Un processus aléatoire a temps
discret est désigné par X = (X, )y ou U est une partie de IN. Si V' est une partie de
U, on note Xy = (X,)uecy €t Xy Pensemble des valeurs de Xy

Graphes d’indépendance conditionnelle non orientés

D’apreés la terminologie de Smyth, Heckerman et Jordan, 1997 [110], la structure d’un
modele graphique Px est un graphe représentant les relations d’indépendance condition-
nelle entre les variables de X. Etant donné trois sous-ensembles deux & deux disjoints
B, C et DdelU, Xp et Xp sont dits conditionnellement indépendants sachant X ¢ si
et seulement si

\V/(D,B,C),P(XD eDNXp EB|XC EC) :P(XD €D|Xc EC)P(XB €B|Xc EC)

On note Xp 1l X p|X ¢ [Px] 'indépendance conditionnelle, au sens de la loi Px, de
X p et X g sachant X . Quand la loi de référence est évidente, nous notons simplement
Xp UL Xg|X¢. Soit G = (U, E) un graphe non orienté dont les sommets sont les indices
du processus X et 1’ensemble des arétes £ une partie de Py(U), 'ensemble des parties
de cardinal 2 de U. Nous identifierons parfois les sommets du graphe et les variables
aléatoires associées, autrement dit nous considérerons parfois le graphe (X, £) a la place
de (U,E).



Soient B, C' et D trois parties deux a deux disjointes de /. On dit que C sépare B
de D dans G si et seulement si pour tout sommet dans D, tout sommet dans B et toute
chaine entre ces deux sommets, cette chaine passe par un sommet de C. Ainsi, dans
la figure 1.1, {2, 3} sépare {1} de {4,5}. On dit que G est un graphe d’indépendance
conditionnelle (parfait) pour Px si et seulement si pour tous les sous-ensembles disjoints
B,CetDdeld, Xp 1L Xp|Xc< C sépare B de D dans G. Dans ce cas, nous dirons
que Px est un modele graphique. Ainsi, dans la figure 1.1, si G est un graphe d’indépen-
dance conditionnelle parfait pour Px, alors {X;} est indépendant de {X4, X5} sachant

{Xs, X3}.

()<
b \@ -

C B

F1G. 1.1 — Un graphe d’indépendance conditionnelle non orienté. {X1} est indépendant
de {X4, X5} sachant {Xs, X3}.

Les graphes d’indépendance conditionnelle non orientés sont plutot utilisés pour
modéliser des relations symétriques d’interaction entre variables aléatoires, comme des
corrélations. Par exemple, nous verrons ci-dessous que de tels graphes sont adaptés a la
modélisation des dépendances entre les pixels d’une image.

Graphes d’indépendance conditionnelle orientés acycliques

D’une maniere similaire, les graphes orientés acycliques peuvent étre utilisés pour
définir des modeles graphiques. L’ensemble £ des arcs est alors une partie de U x U.
Notons que les arcs en boucle du type (u,u) ot u € U n’ont pas de signification dans les
graphes d’indépendance conditionnelle non orientés - ceci reviendrait a vouloir modéliser
la dépendance entre X, et X,. Nous supposerons donc que £ ne contient pas de telles
boucles. L’appellation de graphe orienté acyclique est un peu inadaptée au sens ou ces
graphes sont caractérisés par I’absence de circuit (au sens des graphes orientés). En
revanche, les graphes orientés acycliques peuvent admettre des cycles, cette notion étant
propre aux graphes non orientés. La notion de séparation a une définition différente dans
les graphes orientés et les graphes non orientés. Il est commode d’associer a G = (U, E)
son graphe moral (U, EM) ot EM est obtenu & partir de £ en plagant, & chaque nceud, des
arétes (non orientées) entre ses parents non adjacents, puis en supprimant Iorientation
de tous les autres arcs de £. Le terme de graphe moral est une allusion au mariage des
parents ayant un enfant commun. Soit A une partie de . Si pour tout v dans A, A
contient les parents de u, alors 'ensemble A est dit ancestral. La propriété de séparation
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dans un graphe orienté acyclique s’énonce ainsi : C' sépare B de D dans G si et seulement
si C' sépare B de D dans le graphe moral engendré par le plus petit ensemble ancestral
contenant B, C' et D (on notera An(A)le plus petit ensemble ancestral contenant A). On
se ramene ainsi a la définition de la séparation dans un graphe non orienté. De méme que
précédemment, G est un graphe d’indépendance conditionnelle (parfait) pour Px si et
seulement si pour tous les sous-ensembles disjoints B, C et Dde U, Xp I X 3| Xc < C
sépare B de D dans G (au sens des graphes orientés). Dans ce cas également, nous dirons
que Px est un modele graphique. Ainsi, dans la figure 1.2, si G est un graphe d’indépen-
dance conditionnelle parfait pour Px, alors {X5} est indépendant de {X4, X} sachant
{X5, X3}. Il a été montré (Lauritzen et al., 1990 [77]) que cette définition d’un graphe

Y
Y
5
VO

Fic. 1.2 — Un graphe d’indépendance conditionnelle orienté acyclique. {X5} est
indépendant de { X4, X1} sachant { X5, X3}.

d’indépendance conditionnelle est équivalente a la définition qui suit, plus intuitive quant
a la propriété de séparation : conditionnellement a ses parents dans le graphe G, une
variable aléatoire est indépendante de toutes les variables autres que ses descendantes.

Les graphes d’indépendance conditionnelle orientés acycliques sont utilisés de maniere
privilégiée pour modéliser des relations asymétriques d’interaction ou d’influence entre
variables aléatoires, ce que Lauritzen, 1999 [76] appelle la causalité. On peut représenter
ainsi des hiérarchies entre variables aléatoires, comme la notion de succession, utile pour
les séries chronologiques par exemple. L’ensemble des modéles graphiques non orientés
et 'ensemble des modeles graphiques orientés acycliques ne sont pas égaux : Smyth, He-
ckerman et Jordan, 1997 [110] donnent un exemple de modeéle graphique non orienté qui
n’admet pas de modele graphique orienté acyclique équivalent (en termes de relations
d’indépendance conditionnelle) et un exemple de modele graphique orienté acyclique qui
n’admet pas de modele graphique non orienté équivalent.

Définir une loi de probabilité a partir d’un graphe

Il n’est pas toujours possible d’associer un graphe d’indépendance conditionnelle par-
fait a une loi Px donnée. Smyth, Heckerman et Jordan donnent des exemples de lois de
probabilité qui ne sont pas des modeles graphiques, dans le cas de graphes non orientés
aussi bien que dans celui de graphes orientés acycliques. Réciproquement, il est possible
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d’associer une et en général plusieurs lois de probabilité a un graphe d’indépendance
conditionnelle. Un modele graphique est défini par sa structure et par des paramétres,
qui sont des spécifications numériques telles que Px (F') soit définie de maniére unique
pour tout F' dans Fy,. Laloi Px appartient alors une famille paramétrique donnée. Nous
désignerons par A ’ensemble des parametres. Quand il y a lieu d’expliciter la dépendance
de Px vis-a-vis des parametres A\, nous noterons Py(X € F') pour tout F' dans Fy,,. En
général, A C IR°.

1.3 Modeéeles de Markov cachés

Apres avoir défini les modeles de Markov cachés, nous montrons I'appartenance a
cette famille de plusieurs modeles classiques a structure cachée : modeles de mélanges
indépendants puis chaines, arbres et champs de Markov cachés.

Définition

Nous définissons les modeles de Markov cachés comme des modeles graphiques com-
portant des variables observées, constituant un processus noté Y, et des variables cachées
(processus S). Il ne s’agit pas d’un processus ayant une existence réelle mais dont 1’ob-
servation serait rendue impossible, pour des raisons physiques par exemple. Ces variables
cachées peuvent plutot étre vues comme des variables indicatrices d’un type de régime
pour les variables observées. Pour des raisons d’interprétation et d’identifiabilité des
modeles, ces variables cachées sont ici supposées discretes. Dans le graphe d’indépendan-
ce conditionnelle, elles contribuent a définir les dépendances entre variables observées,
permettant ainsi d’obtenir des modeles plus flexibles. En principe, les variables cachées
sont & valeurs dans un ensemble fini. Dans de nombreux cas, les dépendances entre va-
riables observées sont entierement définies par les dépendances entre variables cachées :
les variables composant le processus Y sont indépendantes conditionnellement a § = s.
Autrement dit, par définition du graphe d’indépendance conditionnelle, les variables Y
sont déconnectées dans le graphe quand on supprime les variables S. Nous montrerons
que, dans ce cas et sous certaines hypotheses, la loi marginale des variables observées est
une loi de mélange fini. Or les modeles de mélanges finis indépendants ont une grande
importance en classification automatique (Wolfe, 1970 [121]). En effet, dans ce cas, une
variable cachée est associée a chaque variable observée et permet de représenter sa classe.
La classe k est alors définie par I’ensemble des variables observées dont la modalité de la
variable cachée est égale a k. Ces variables observées ont en fait méme loi conditionnelle.

De meéme, dans le cas général, les variables cachées peuvent encore étre interprétées
comme des indicatrices de la classe des variables observées, ou la notion de classe est
ici dynamique, au sens ol elle désigne un type de régime possible du processus observé.
Rappelons que le processus observé est en général indexé par les nceuds d’un graphe
(nous ne parlons pas encore du graphe d’indépendance conditionnelle mais simplement
des indices du processus observé) qui traduit ’organisation spatiale ou temporelle des
données : graphe linéaire pour un processus temporel, grille pour un champ aléatoire,
etc. Les modeles de Markov cachés peuvent alors étre utilisés pour modéliser I’existence
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de zones homogenes dans ce graphe. Le graphe d’indépendance conditionnelle est obtenu
en ajoutant des variables aléatoires cachées (également appelées états cachés) a l'en-
semble des variables observées. Les zones homogenes sont alors formées par des variables
observées d’indices contigus et de méme classe, c’est-a-dire avec une variable cachée de
méme modalité. La fagon dont les classes se propagent entre variables voisines au fil de
I’indexation est déterminée par le graphe d’indépendance conditionnelle et la valeur des
parametres, comme nous le verrons par la suite. Le modélisateur peut ainsi, en définissant
la structure d’indépendance conditionnelle du modeéle de Markov caché, traduire graphi-
quement ses connaissances a priori sur le comportement des zones homogenes. Enfin,
meéme si les états cachés ont une signification inconnue a priori, ’analyse des variables
observées a I’aide du modele, en particulier par la restauration des états cachés, peut par-
fois fournir une interprétation concréte du processus caché (voir par exemple la section
3.8.2 et le chapitre 4).

Nous présentons ci-dessous des exemples classiques de modeles de Markov cachés en
les définissant par leur graphe d’indépendance conditionnelle et leurs parametres. Dans
chaque cas, il s’agit de modeles de Markov cachés obtenus en calquant la structure de
dépendance du processus caché sur le graphe des indices (respectivement un graphe
déconnecté, linéaire, arborescent et une grille). Les variables observées sont condition-
nellement indépendantes sachant le processus caché.

Modele de mélange indépendant

Le modele de mélange indépendant est défini par le graphe d’indépendance condi-
tionnelle de la figure 1.3. Nous verrons ultérieurement que le modele obtenu en suppri-
mant l'orientation des arcs dans ce graphe est identique. Dans les modeles de Markov
cachés, nous adoptons la convention graphique qui suit : les variables aléatoires a valeurs
discretes sont représentées par des carrés et les variables aléatoires & valeurs continues par
des cercles. Notons que les variables aléatoires cachées sont toujours discretes dans notre
contexte, alors que les variables observées sont indifféremment discrétes ou continues.
Dans le modele de la figure 1.3, les variables observées sont mutuellement indépendantes ;
les variables cachées également (le graphe comporte autant de composantes connexes que
de variables observées). Si K est le nombre d’états cachés, le modele est défini par les
parametres :

= (m)1<k<k = (P(Su = k))1<h<k ;

— (01,...,0k), tels que P(Y, = y|S, = k) = Py, (y), ou § € O est I'index d’une
famille paramétrique de lois de probabilités. Nous nommerons ces parametres les
parametres d’émission, car les lois conditionnelles des variables observées sachant
les états cachés sont en général appelées les lois d’émission ou d’observation.

Nous proposons sur la figure 1.4 des réalisations de variables suivant un tel modele, pour
la famille des lois gaussiennes dans IR?, et les parameétres suivants :

[m m ] =[0,7 0,3] M:[f’]zf:[é (” M2=[§]E§=[(Q) g}

Cette figure fait apparaitre les deux classes associées aux deux composantes.



13

Sl 52 Sn

Fi1G. 1.3 — La structure des modéles de mélange indépendants.

Fi1c. 1.4 — Réalisation d’un modéle de mélange indépendant.

Chaines de Markov cachées

Les modeles de chaine de Markov cachée sont définis par le graphe d’indépendance
conditionnelle de la figure 1.5. Nous verrons ultérieurement que le modeéle obtenu en
supprimant l'orientation des arcs dans ce graphe est identique. Le processus caché est
une chaine de Markov supposée homogene; autrement dit, nous faisons ’hypothese que
P(S;11 = j|S; = i) ne dépend pas de t. Si K est le nombre d’états cachés, le modele est
défini par les parametres :

— (me)r1<k<r = (P(S1 = k))1<k<k s

= pij = P(St11 = j[S¢ = 1). La matrice des (pij); jyeq1,.. )2 est désignée par P;

— (64,...,0k) tels que P(Y; = y|S; = k) = Py, (y) (parametres d’émission).

@) @) )

Si RSy e > S,

Fi1G. 1.5 — La structure des modéles de chaine de Markov cachée.

Nous proposons en figure 1.6 une réalisation de chaine de Markov cachée pour la famille
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des lois gaussiennes et les parametres suivants :

m=1 m=0 w=-3 I=1 =3 ¥2=2 P:{O’98 0’02}.

0 1

Cette figure fait apparaitre deux périodes homogenes, correspondant aux deux états
cachés.

0w 7w @ @ 10

Fi1G. 1.6 — Réalisation d’un modéle de chaine de Markov cachée.

Arbres de Markov cachés

Les modeles d’arbres de Markov cachés sont adaptés aux processus indexés de maniere
arborescente. On suppose qu’il existe une racine Y; et que toutes les autres variables
aléatoires observées Y, admettent dans I’arbre un parent désigné par Y,(,). Les arbres de
Markov cachés ont pour graphe d’indépendance conditionnelle celui représenté figure 1.7.
Nous verrons ultérieurement que le modele obtenu en supprimant 1’orientation des arcs
dans ce graphe est identique. Les notations utilisées pour indexer le processus observé
s’étendent au processus caché. Ce dernier est un arbre de Markov supposé homogene,
autrement dit, P(S, = j|S,u) = i) ne dépend pas de w.

Si K est le nombre d’états cachés, le modele est défini par les parametres :

— (me)r1<k<r = (P(S1 = k))1<k<k;

— pij = P(Su=7|Sp)y =%) pour 1 <i< Ket1<j<K;

— (6y,...,0k) tels que P(Y, =y|S, = k) = Py, (y) (parametres d’émission).

S1

A
N

Sa

F1G. 1.7 — La structure des modéles d’arbres de Markov cachés.
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Nous proposons en figure 1.8 une réalisation d’'un arbre de Markov caché, pour la famille
des lois gaussiennes et les parametres suivants :

0 1

Cette figure a un nombre de lignes égal a la profondeur de ’arbre. Puisqu’il s’agit d’un

E)

F1G. 1.8 — Réalisation d’un modéle d’arbre de Markov caché. La valeur de chaque sommet
de l’arbre est représentée sur un rectangle dont la largeur est divisée par deux chaque
fois que la profondeur augmente d’une unité. La valeur de la racine est représenté par
le rectangle au sommet du graphe. Le niveau de gris représente la valeur de Y, : du gris
foncé (état caché 1) au gris clair (état caché 2) suivant que sa valeur est trés négative d
tres positive.

arbre binaire, chaque valeur de I’arbre est représentée sur un rectangle dont la largeur
est divisée par deux chaque fois que la profondeur augmente d’une unité. La valeur de la
racine est représenté par le rectangle au sommet du graphe. Le niveau de gris représente
la valeur de Y, : du gris foncé (état caché 1) au gris clair (état caché 2) suivant que
sa valeur est tres négative a tres positive. La figure traduit le fait que la valeur d’une
variable cachée parente a tendance a étre héritée par ses descendants.

Champs de Markov cachés

Les modeles de champs de Markov cachés sont définis par le graphe d’indépendance
conditionnelle de la figure 1.9. Le processus caché est un champ de Markov. Par exemple,
S peut suivre le modele de Potts (dont certaines propriétés sont étudiées dans Chandler,
1987 [26]) :

P(S=s)=W; exp(~5 Y s.'s.)
u~v
ol s, € {(01),(10)}, le vecteur s, désignant le vecteur transposé de s,, la relation ~
désignant la relation de voisinage et W3 étant une constante de normalisation. Notons
que les modeles de chaine et d’arbre de Markov cachés vus ci-dessus peuvent a la fois
étre considérés comme des modeles graphiques orientés ou non orientés. Cela n’est pas le
cas des champs de Markov cachés qui ne peuvent étre vus comme des modeles orientés.

Dans le cas plus général d’un nombre d’états cachés K > 2, le modele s’étend en
prenant pour ensemble des valeurs de S, la base canonique (ey,...,ex) de IRX. Le
modele est alors défini par les parametres :
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— B, parametre du modele de Potts;
— les parametres d’émission (61, ... ,0k) tels que P(Y, = y|S, = ex) = Py, (y)-

Yo1 \{2,2 \{2,3
Yi,1 \Yl,z \Y1,3
S3,1 S3,2 S3,3
S2,1 S22 Sa2,3
S1,1 S1,2 S1,3

Fi1c. 1.9 — La structure des modeéles de champ de Markov cachés.

Nous proposons en figure 1.10 une réalisation de champ de Markov caché, pour la famille
des lois gaussiennes et les parametres suivants :

/8:0,7 /,61:—3 22:1 /,62:3 22:2
1 2

Les valeurs obtenues pour le champ ont ensuite été réduites a 256 niveaux représentés sur

Fi1G. 1.10 — Réalisation d’un modéle de champ de Markov caché. La valeur des observa-
tions est représentée par l'intensité du niveau de gris : gris foncé pour des valeurs tres
négatives (état caché e1) et gris clair pour des valeurs trés positives (état caché e ).

la figure par 'intensité d’un niveau de gris : gris foncé pour des valeurs tres négatives (état
caché eq) et gris clair pour des valeurs tres positives (état caché ep). On remarque que sur
la figure, les pixels sombres ont tendance a se regrouper, de méme que les pixels clairs.
Ceci traduit le fait que des variables cachées voisines ont tendance a prendre des valeurs
égales, pour [ strictement positif. Si S est strictement négatif, des variables cachées
voisines vont avoir tendance a prendre des valeurs opposées. Le cas § = 0 correspond a
I'indépendance des variables cachées (et 'équiprobabilité des états cachés).
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1.4 Calcul des probabilités dans les modeles de Mar-
kov cachés

La section précédente a mis en évidence un certain nombre de points communs entre
les modeles de mélanges finis indépendants et les chaines, arbres et champs de Markov
cachés. Il s’agit de modeles ou les dépendances existant dans le processus observé Y
sont entierement définies par celles du processus caché S, les variables observées étant
conditionnellement indépendantes sachant les variables cachées. Par conséquent, les pa-
rametres du modeles sont rattachés soit au processus caché, soit au lien entre le processus
caché et le processus observé (parametres d’émission). La définition du graphe d’indé-
pendance conditionnelle est liée, pour les chaines, arbres et champs de Markov cachés,
a la manieére de représenter ou d’indexer le processus observé (respectivement par une
partie de IV, un arbre, une partie de IN?).

La problématique du calcul des probabilités

Cependant, du point de vue du calcul des probabilités, ces quatre modeles ont des pro-
priétés sensiblement différentes. Intéressons-nous, pour chacun des modeles, au probleme
du calcul de la vraisemblance d’'un parametre A, définie pour les modeles a variables
cachées par P\(Y = y). Tout d’abord, la plupart des modeéles graphiques comportent un
nombre de variables aléatoires N non fixé, qui peut croitre arbitrairement, comme c’est
le cas pour les modeles présentés ci-dessus. Les modeles d’indépendance sont particuliers
du point de vue du calcul de la vraisemblance, puisque dans ce cas, il en existe une
expression explicite,

K
P)\(Y = y) = H Wipai(yu)a
u=1 i=1

qui permet de calculer Py(Y = y) en environ Kn opérations si n représente le nombre
de variables observées et K le nombre de valeurs possibles pour les états cachés. Pour
les modeles avec des dépendances entre variables cachées, il est en théorie possible de
calculer la vraisemblance grace a la formule des probabilités totales, en conditionnant
par S =s:

AY=yg)= Y PY=ylS=sP(S=s) (L.1)

se{l,...,.K}"

ou P\(Y = y|S = s) et P\(S = s) ont des expressions explicites. L’inconvénient de la
formule (1.1) est qu’elle requiert en général au moins K™ opérations, ce qui correspond au
nombre de termes de la somme. Une telle complexité de calcul empéche son utilisation.
Dans ce qui suit, nous allons étudier I'existence d’algorithmes de complexité polynomiale
en n. Dans le cas de modeles graphiques a structure non connexe, la vraisemblance s’écrit
comme le produit de probabilités des composantes connexes. Nous pouvons donc nous
restreindre a I’étude de graphes connexes, ce que nous ferons désormais.
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Graphes triangulés, cliques et potentiels

Un algorithme de calcul des probabilités, nommé algorithme d’arbre de jonction, a été
développé par Jensen, Lauritzen et Olesen vers 1990 [67]. Cet algorithme est utilisable
dans les modeles graphiques non orientés a structure triangulée comportant uniquement
des variables aléatoires a valeurs finies. Un graphe non orienté est dit triangulé (ou
cordal) si et seulement si tout cycle de longueur strictement supérieure a trois admet une
corde. Une corde, dans un cycle, est une aréte du graphe joignant deux sommets non
consécutifs dans le cycle. La figure 1.11 représente un graphe avec un cycle admettant
une corde : le cycle [1,2,3,4,5,1] admet la corde {1, 3} (et également la corde {1,4}). La
figure 1.12 représente un graphe non triangulé, car le cycle [1,2, 3,4, 5,6, 1], de longueur
6, n’admet pas de corde. Remarquons que la paire {3,6}, par exemple, n’est pas une
corde car ce n’est pas une aréte du graphe. Un graphe complet est un graphe (U,€)

Fic. 1.11 - Ezemple de corde dans un cycle. L’aréte {1,3} est une corde du cycle
[1,2,3,4,5,1] dans le graphe ci-dessus.

Fi1G. 1.12 — Un exemple de graphe non triangulé. Le graphe ci-dessus n’est pas triangulé

car le cycle [1,2,3,4,5,6,1], de longueur strictement supérieure d trois, n’admet pas de
corde.

tel que V(u,v) € U x U, u # v = {u,v} € €. Autrement dit, tous les sommets sont
deux a deux reliés. Une clique d’un graphe G non orienté est un sous-graphe complet de
G, maximal (au sens ou il n’est pas lui-méme sous-graphe d’un sous-graphe complet de
G). Ainsi, dans la figure 1.11, le graphe engendré par I'ensemble de sommets {1, 2,3} est
une clique. Ce n’est pas le cas du graphe engendré par {1,2}, qui est complet mais pas
maximal. Nous notons Vg I’ensemble des cliques de G.

L’algorithme de I'arbre de jonction est basé en partie sur la factorisation de la loi
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jointe d’un modele graphique Px sous la forme

P(X =)= ][ tela) (1.2)

cevg

ou les fonctions )¢ sont des fonctions positives appelées potentiels de clique, définies a
une constante multiplicative pres. L’algorithme est également basé sur ’existence d’un
arbre de jonction ou arbre de cliques pour G. Soit Ag = (Vg,&) un arbre (graphe
connexe sans cycle) non orienté dont les sommets sont les cliques de G. Pour toute
paire (C,C’) de sommets de cet arbre, il existe un unique chemin dans Ag entre C et
C'. L’arbre Ag est par définition un arbre de clique si et seulement si pour toute paire
{C,C'}, 'intersection des cliques C et C' est contenue dans toute clique du chemin entre
C et C'. Le graphe central de la figure 1.13 représente un arbre de jonction associé au
graphe de gauche. Par contre, le graphe de droite n’est pas un arbre de jonction. En effet,
CaNC3 = {2,3,4}N{3,4,6} = {3, 4} doit étre contenu dans chacune des cliques du chemin
entre Cy et C3, c’est-a-dire [Cy,Cy,Cy,C3). Or Cy = {3, 5} ne contient pas C, N Cs. Notons
que dans cet exemple, le graphe admet plusieurs arbres de jonction : I’arbre obtenu en
remplagant, dans le graphe central, I'aréte {Cy, C4} par laréte {C1,C4}, est également un
arbre de jonction. L’intersection de deux cliques C et C' formant les extrémités d’une
aréte a = {C,C'} d’un arbre de jonction est appelée un séparateur de cliques S. Ainsi,
nous noterons 8, = CNC’. Nous noterons 8g ’ensemble des séparateurs de cliques de G.

Cl i Cl

KA

Un graphe triangulé Un arbre de cliques Un arbre quelconque

F1a. 1.13 — La notion d’arbre de jonction

Tout graphe triangulé admet un arbre de jonction, et réciproquement, comme cela
a été montré en parallele par Buneman, 1974 [15], par Gavril, 1974 [57] et par Walter,
1972 [118]. Le probleme de sa construction est abordé dans Smyth, Heckerman et Jor-
dan, 1997 [110] : on définit le poids d’une aréte entre deux cliques comme le nombre
de variables dans leur intersection. Un arbre défini sur V; est un arbre de jonction si et
seulement si c’est un arbre engendrant G de poids maximal. L’arbre de jonction peut
alors étre construit en ajoutant successivement des arétes de poids maximal, sans prendre
celles qui créeraient des cycles. L’algorithme est d’une complexité de O(N?log(N)) ou
N désigne le nombre de sommets du graphe (donc de variables aléatoires dans le modele).



20

L’algorithme d’arbre de jonction

L’algorithme d’arbre de jonction utilise les relations d’indépendance conditionnelle
entre les variables aléatoires (X, )uecq d'un modele graphique pour réduire la complexité
du calcul des probabilités dans les modeles graphiques non orientés a structure trian-
gulée comportant uniquement des variables aléatoires a valeurs finies. Il est basé sur la
factorisation de la loi jointe sous la forme de potentiels de clique (équation (1.2)), sur
une autre factorisation de la loi jointe faisant intervenir la loi des séparateurs de cliques

Cl—‘[/ P(Xc = mc)
P(X =)= EQ PXs =23 (1.3)

et sur 1’arbre de jonction. D’apres Lucke, 1996 [87], ’ensemble des séparateurs de cliques
est égal a ’ensemble des séparateurs de sommets minimaux de G, ou un séparateur de
sommets est défini comme un sous ensemble V de U tel que la suppression, dans G, des
sommets de ) et des arétes incidentes a ces sommets, rend G non connexe. Nous verrons
au chapitre 2 en section 2.4.2 (remarque 2.8) que la complexité des calculs de probabilité
est réduite par l'existence de séparateurs de sommets, mais est une fonction croissante
de la taille de ces séparateurs de sommets. L’arbre de cliques permet donc d’utiliser des
séparateurs de sommets de taille minimale : les séparateurs de cliques.

L’algorithme d’arbre de jonction s’appuie sur la notion de flot d’information entre des
cliques C et C' adjacentes dans I’arbre de jonction, définie comme suit : soit § = C N C'.
On dispose d’une valeur courante des potentiels de clique (¢¢)cey, et des potentiels de
séparateur de cliques (¢s)ses,- Le potentiel g est mis a jour par le potentiel

viles) = Y welze) (1.4)

Te\sE€EXe\s

puis le facteur de mise a jour est défini par :

Enfin, le potentiel ¢ est mis a jour par le potentiel

VYo (Ter) = Yer (xer) (s (Ts)-

Si les potentiels (v¢)cev, et (¥s)ses; sont correctement initialisés, on peut appliquer
successivement 1’algorithme ci-dessus en effectuant un parcours de I'arbre de jonction,
de maniere a obtenir P(X = x). Dans le cas de modeéles de Markov cachés, un premier
parcours de 'arbre de jonction permet de calculer la vraisemblance P,(Y = y). En
parcourant ensuite I’arbre de jonction dans le sens contraire, on peut également calculer
les probabilités P(S¢c = s¢, Y = y), utiles pour I'estimation des parametres comme nous
le verrons dans le chapitre 2 (remarque consécutive a la propriété 1). La complexité de

Palgorithme est en O( ) taille(C)) ou la taille d’un ensemble de variables aléatoires Xy,
CeVg



21

est définie comme le nombre de valeurs possibles de Xy. Typiquement, chaque variable
aléatoire du modele peut prendre au plus K valeurs, chaque clique C a un nombre de
variables aléatoires Nz borné par une constante L (indépendante du nombre total N
de variables aléatoires du modele) et le nombre de cliques est une fonction polynomiale
de N, donc appartient a un certain O(N™). Dans ce cas, la complexité de calcul de
I'algorithme d’arbre de jonction est O(KLN™). Pour le calcul de la vraisemblance dans
les modeles de Markov cachés, la sommation dans 1’équation (1.4) de I’algorithme se
restreint aux variables cachées du modele. Par conséquent, il n’est pas nécessaire que
toutes les variables aléatoires du modele soient a valeurs finies : il suffit en fait que
toutes les variables cachées le soient.

Sil’on revient a présent sur le probléme du calcul de la vraisemblance dans les modeles
de Markov cachés classiques présentés dans la section 1.3, on a donc trois catégories de
modeles :

1. le modele d’indépendance pour lequel le calcul est direct, d'une complexité en
O(nK);

2. les modeles de chaine et d’arbre de Markov cachés, qui ont une structure arbores-
cente (voir figures 1.5 et 1.7) donc triangulée (il n’existe pas de cycle dans une telle
structure). On peut donc appliquer ’algorithme d’arbre de jonction & ces modéles.
Comme le nombre de cliques est, dans chacun des cas, équivalent a 2n et que N¢
est égal a deux pour chaque clique C, la complexité du calcul de la vraisemblance
est en O(nK?) pour les deux modeles;

3. les champs de Markov cachés. Il s’agit d’un modele a structure non triangulée pour
lequel il n’y a pas d’algorithme connu de calcul de la vraisemblance avec une com-
plexité polynomiale par rapport a n. En pratique, on calcule la vraisemblance de
maniere approchée en approximant la vraie loi jointe originale par une loi approxi-
mante sous forme factorisée appartenant & une certaine famille paramétrique. On
détermine alors la loi factorisée de cette famille la plus proche de la loi originale en
un certain sens, par exemple au sens de la divergence de Kullback-Leibler. C’est la
loi factorisée qui est utilisée pour approcher la vraisemblance.

Une variante de ’algorithme d’arbre de jonction pour les modeles de Markov cachés,
de méme complexité, a été proposée dans Lucke, 1996 [87]. Cette variante a I’avantage de
remplacer 1'usage des potentiels de clique par des probabilités jointes et généralise I’algo-
rithme avant-arriere utilisé pour les chaines de Markov cachées. Elle s’appuie également
sur un parcours de l'arbre de jonction, ainsi que sur des quantités a qui associent, a
chaque clique, la loi jointe des variables aléatoires observées déja rencontrées dans le
parcours et des variables aléatoires de cette clique. Une formule de récurrence permet de
passer de la quantité o associée a une clique, & celle de son successeur dans ’arbre de
jonction.

Paramétrisation dans les modeéles graphiques orientés acycliques
Rappelons que nous avons défini les parametres d’'un modele graphique comme des

spécifications numériques associées au graphe d’indépendance conditionnelle telles que
la loi jointe Px soit définie de maniere unique. Nous avons vu ci-dessus que 'algorithme
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d’arbre de jonction s’appuie sur les potentiels de clique, c’est-a-dire sur la factorisation
(1.2) de la loi jointe. Il suffit alors de disposer d’une spécification numérique, par exemple
paramétrique, des potentiels de clique )¢, pour obtenir une définition unique de Px. C’est
ce type de paramétrisation qui est utilisée dans le modele de champ de Markov caché
de Potts, ot pour les cliques C = {S,,S,} avec u ~ v, on a Y¢(sy, $y) = exp(—LB5,'s,).
Lucke (1996), dans [87], propose une paramétrisation basée sur la loi jointe des X ¢ pour
chaque clique C.

Cependant, dans les modeles graphiques orientés acycliques, il existe pour les va-
riables aléatoires discrétes une notion naturelle de transition de parents & enfant. Ainsi,
les probabilités de transition p;; entre états cachés dans les chaines de Markov cachées
correspondent a I'existence d’un arc de S; a S;y1. De méme, dans les arbres de Markov
cachés, les probabilités de transition p;; entre états cachés correspondent a l’existence
d’un arc de Sy, a S,. Cette paramétrisation est due & la factorisation de la loi jointe
des modeles graphiques sous la forme

P(X =a) = ][ P(Xu = 2| X () = Tpuu)) (1.5)

ueYU

ou pour un sommet u de G = (U,E), pa(u) désigne ’ensemble des parents de u, soit
I'ensemble {v € U|(v,u) € £}. Par convention, si pa(u) = 0, on pose P(X, = x| X ) =
x,.w) = P(Xy = z,). L’équation (1.5) montre que Px est entierement spécifiée par la
donnée des lois conditionnelles P(X, = %X .u) = Tpa)). Dans le cas de variables
aléatoires & valeurs finies, P(X, = 2u|X,.u) = ®,.()) Peut étre représentée par un
tenseur, de dimension égale a la taille de X (4}upa(u), correspondant a des probabilités de
transition. Si np(u) désigne le cardinal de pa(u) et que pa(u) = {X;,,..., X, } alors
on notera
P(Xu = k|X’l1 = jl: s ?Xinp(u) = jnp(u)) = 5?) o

e ajnp(u)ak = pmpa(u)ﬂ“u :

Dans le cas ou le processus X () est a valeurs finies et ou X, est a valeurs continues,
on peut choisir P(Xy, = 2u|X ) = ®Tpau)) dans une famille paramétrique de lois de
probabilités { |0 € ©}. Si pa(u) = { X, ..., Xi,,,,} alors

P(Xy = 2| Xy, = J1, s Xip) = Jap(w) = Py (Tu) = Py (%)

J15sdnp(u) ®pa(u)

Remarque 1.1 Lien entre les modéles de Markov cachés et les mélanges de lois.
Par la formule des probabilités totales, on peut écrire la loi de Y, comme

PYu=y)= >  P(X,w=2uw) PV =YX uw = Tpuw),
T pa(u) €EXpa(u)

c¢’est-a-dire
PYu=y)= > P(Xuw = 2wl
T pa(u) € Xpa(u)
st Y, est a valeurs discrétes et
PY,=y)= >  PX,uw=2.wPw

Zpa(u)
Tpa(u) EXpa(u)
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st Y, est a wvaleurs continues. St les variables aléatoires observées sont indépendantes
conditionnellement auz processus caché et si la loi de X ) est indépendante de u (hy-
pothese de stationnarité), alors X ) est le processus caché S, ; nous notons m sa
distribution. Alors la loi marginale de Y, est une loi de mélange, de proportions 7 et de
famille de lois conditionnelles { Pyw)|0™ € O™} ou l’ensemble des matrices stochastiques

{p}.

L’article de Smyth, Heckerman et Jordan, 1997 [110] aborde la question du passage
de la paramétrisation par les probabilités de transition a la paramétrisation basée sur
les potentiels de clique. En effet, ce probleme intervient dans l’initialisation de I’al-
gorithme d’arbre de jonction. Une paramétrisation basée sur les lois conditionnelles
P(X, = 24| X ,,(u) = T,.u)) a 'avantage, par rapport aux deux autres propositions,
d’avoir une interprétation probabiliste et de tenir compte pleinement de la structure du
modele, en particulier de I'orientation des arcs. Elle permet de mieux appréhender la dy-
namique du modele, c’est-a-dire la maniere dont les états se propagent d’un sommet a ses
voisins. Enfin, si — comme c¢’est souvent le cas pour des graphes d’indépendance condition-
nelle orientés acycliques — le but est d’étudier, en particulier, 'influence (asymétrique)
d’un ensemble de variables aléatoires sur une autre, une telle paramétrisation est essen-
tielle pour I'interprétation du modele.

Limites de ’algorithme d’arbre de jonction

L’algorithme d’arbre de jonction est un algorithme générique pour les modeles gra-
phiques, permettant en théorie de résoudre de maniere efficace tous les problemes de
calcul de probabilités dans les modeles de Markov cachés a structure non orientée trian-
gulée. En fait, il permet aussi de traiter des structures orientées acycliques, par moralisa-
tion puis triangulation du graphe d’origine, d’apres Smyth, Heckerman et Jordan, 1997
[110]. Il posséde cependant quelques inconvénients. D’une part, les calculs ne sont pas
effectués a partir de probabilités (conditionnelles ou non) mais a partir de potentiels de
clique, ce qui a déja 'inconvénient de ne pas prendre en compte les parametres naturels
du modele (& savoir les probabilités de transition dans le cas d’une structure orientée acy-
clique). Du coup il est difficile d’interpréter les calculs et les quantités intermédiaires de
l’algorithme de maniére probabiliste (voir équation (1.4) et les deux suivantes). Notons
que l’algorithme de Lucke résout ce dernier probleme.

Dans certaines situations, plusieurs calculs de probabilités consécutifs sont nécessai-
res. Par exemple, nous verrons dans le chapitre 2, section 2.3.5, qu’il est souhaitable de
savoir simuler le processus caché S suivant sa loi conditionnelle P(S = s|Y = y), pour
des algorithmes stochastiques d’estimation des parametres. Ceci est fait en simulant
Sy suivant P(S1|Y = y), puis Sy suivant P(S:|Y = y,S; = s1), etc. Si 'on utilise
I’algorithme d’arbre de jonction, il est difficile de réutiliser les calculs déja effectués a
cause de son manque d’interprétation. En général, utiliser une passe de 'algorithme
d’arbre de jonction pour simuler chacun des S, conduit a répéter les mémes calculs de
trées nombreuses fois. En fait, une seule passe d’algorithme de type avant-arriere suffit
souvent.

Il est également extrémement délicat d’utiliser les formules de ces algorithmes généri-
ques, tout particulierement celui d’arbre de jonction, pour faire des calculs analytiques.
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Par exemple, il est fréquent d’avoir a calculer I'espérance de variables aléatoires du
modele en fonction des parametres, ou de désirer connaitre la fonction de répartition
d’une variable aléatoire conditionnellement a d’autres variables.

Enfin, un probleme également handicapant et commun a tous ces algorithmes géné-
riques est dii au principe méme de factorisation de la loi jointe. L’algorithme de Lucke
met en évidence le fait que les quantités calculées sont les probabilités jointes d’un
nombre de variables qui croit quand on parcourt ’arbre de jonction, et qui s’expriment
comme des produits de probabilités jointes. Ces quantités tendent vers 0 quand n tend
vers +00, ce qui cause des instabilités numériques, méme quand le nombre de variables
aléatoires du modele reste raisonnable. Ce probléme est traité, pour les chaines de Markov
cachées, dans Devijver, 1985 [37], en passant aux probabilités des états cachés sachant
les t premiéres observations (probabilités de filtrage) et a la factorisation de la loi des
états cachés sachant la totalité des observations (probabilités de lissage).

1.5 Une famille “opérationnelle” de modeles de Mar-
kov cachés

Quelle est la généricité des méthodes pour les modéeles de Markov cachés ?

La conclusion de la section précédente est que de facon standard, on se concentre sur
des modeles de Markov cachés génériques, c’est-a-dire pour lesquels il n’y ait qu’a définir
la structure d’indépendance conditionnelle pour en déduire, sans refaire aucun calcul
théorique, une paramétrisation du modele, des algorithmes efficaces et numériquement
stables de calcul des probabilités, d’estimation de parametres, de restauration des états
cachés et des méthodes de sélection de modeles. Il nous parait souhaitable d’ajouter a
ces exigences celle de facilité d’interprétation de la paramétrisation et de la transparence
des algorithmes, pour permettre le calcul d’espérances ou de fonctions de répartitions
conditionnelles et pour supprimer des calculs redondants.

Comme nous l'avons vu au cours de ce chapitre, ces objectifs ne sont pas toujours
atteints par les modeles et les méthodes actuels. Ceci s’explique a la fois par la tres
grande diversité des modeles de Markov cachés, qui rend difficile le traitement de tous
les cas par une méme méthode, et peut-étre par une certaine inadéquation des méthodes
elles-mémes. C’est pourquoi nous nous proposons comme objectif de définir une famille
de modeles de Markov cachés, que nous noterons D, pour laquelle on puisse assurer
I’existence de méthodes qui répondent aux exigences énoncées ci-dessus.

Proposition d’une famille de modeles de Markov cachés

La famille D est constituée des modeles de Markov cachés vérifiant les hypotheses

suivantes :

— la structure est orientée et acyclique. Nous avons vu que I'intérét des modeles gra-
phiques orientés acycliques, par rapport aux modeles graphiques non orientés, est
d’offrir une plus grande facilité d’interprétation et de permettre une paramétrisation
naturelle basée sur des probabilités de transition. De plus, le calcul de probabilités



25

(par exemple de la vraisemblance) dans ces graphes ne requiert pas d’approxima-
tion;

la structure est morale. Un graphe (orienté ou non orienté) est dit moral si et seule-
ment si pour chaque sommet admettant au moins deux parents, tous les parents
sont deux a deux adjacents. Notons que Lauritzen, 1996 [75] utilise le terme de
graphe parfait pour de tels graphes, mais cette terminologie entre en conflit avec
celle de Smyth et al., 1997 [110] pour qui les graphes parfaits sont des graphes tels
qu’il y a équivalence entre les propriétés de séparation et les propriétés d’indépen-
dance conditionnelle. L’hypotheése d’une structure morale provient du constat que
les calculs directs dans les modeles graphiques orientés acycliques sont difficiles
et complexes en nombre d’opérations élémentaires si le graphe n’est pas moral,
comme le notent Smyth, Heckerman et Jordan, 1997 [110]. Ceci se comprend,
entre autres, par la définition méme des relations d’indépendance conditionnelle
dans les graphes orientés acycliques, qui fait appel au graphe moral (non orienté)
du graphe original. C’est la raison pour laquelle la méthode préconisée en général,
par exemple dans Smyth et al., consiste a moraliser les graphes orientés acycliques,
a en supprimer l'orientation puis a les trianguler (ce qui est la cause profonde de
I'usage de potentiels de clique a la place de probabilités). C’est pourquoi nous nous
restreignons directement a des graphes moraux. D’aprés Whittaker, 1990 [120] et
Pearl et al., 1990 (98], les propriétés d’indépendance conditionnelle de ces modeles
graphiques restent identiques quand on supprime l'orientation de leurs arcs. C’est
la raison pour laquelle I’orientation des arcs pour les modeles des figures 1.5 et 1.7
peut étre supprimée. De plus, nous avons vu que pour des modeles graphiques non
orientés, il suffit que la structure du graphe soit triangulée pour qu’il existe des
algorithmes de calcul de probabilités ayant une complexité polynomiale en fonction
du nombre de variables aléatoires observées du modele, sous certaines conditions
quant a la taille des cliques. A priori, ces algorithmes ne s’appliquent pas directe-
ment aux modeles graphiques orientés acycliques mais ’hypothese de moralité du
graphe d’indépendance conditionnelle nous permettra d’appliquer ces résultats aux
modeles de la famille D. En effet, un graphe orienté moral et sans circuit (i.e. soi-
disant acyclique) est triangulé car pour tout cycle [X,... , X,, Xi]| de longueur n
strictement supérieure a trois, le graphe engendré par {X;,... , X, } est également
orienté et sans circuit, donc par un résultat classique, contient un puits X; (sommet
sans arc sortant). Les sommets X; 1 et X;,1 sont donc des parents de X; et sont
adjacents, par moralité du graphe. Par suite, { X;_1, X;;1} est une corde du cycle :
le graphe d’origine est triangulé et admet par conséquent un arbre de jonction;
la structure est connexe. Si la structure du graphe n’est pas connexe, on peut
travailler successivement sur chacune des composantes connexes du graphe (cas
de plusieurs processus mutuellement indépendants). C’est pourquoi il est toujours
possible de se ramener a des modeles graphiques a structure connexe;

il n’existe pas d’arc entre variables aléatoires a valeurs continues. A part dans le
cas de lois conditionnelles de la famille exponentielle, les modeles graphiques com-
portant des arcs entre variables aléatoires continues sont délicats a paramétrer.
D’autre part, nous serons conduits a considérer des situations ou certaines des
données Y, observées en principe, se trouvent étre en réalité manquantes (en par-
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ticulier en sélection de modeles par validation croisée). Ceci revient & considérer
des modeles avec des données cachées a valeurs continues. Nous verrons alors que
s’'il n’existe aucun arc entre deux variables a valeurs continues, I’estimation des
parametres et le calcul de probabilités demeurent possibles, méme quand la valeur
de ces variables est inconnue.

Il peut étre entierement justifié d’avoir recours a des modeles graphiques non orientés
pour modéliser des processus a interactions symétriques entre variables aléatoires. D’apres
Smyth, Heckerman et Jordan, 1997 [110], on peut montrer que pour des modeles gra-
phiques non orientés et triangulés, il existe un graphe d’indépendance conditionnelle
orienté acyclique traduisant les mémes relations d’indépendance conditionnelle que le
graphe non orienté. On pourra alors appliquer les méthodes et les résultats suivants
aux modeles graphiques non orientés et triangulés, des lors qu’il existe un graphe d’indé-
pendance conditionnelle orienté acyclique équivalent et vérifiant les hypotheses ci-dessus.
Notons qu’a partir de ce graphe orienté acyclique, il est possible de paramétrer le modele
par les probabilités conditionnelles P(X, = %X au) = Tpa(u)), Mais ces parametres
n’ont a priori pas grand sens par rapport au phénomene modélisé, c’est pourquoi nous
avons préféré faire I’hypothése que le graphe est orienté et acyclique. Il est également
possible de paramétrer les modeles graphiques non orientés et triangulés par la valeur
des probabilités jointes de chaque clique, comme dans Lucke, 1996 [87]. L’adaptation de
nos algorithmes est alors évidente, voir chapitre 2, section 2.4.7

L’hypothese de moralité est sensiblement plus restrictive que les autres hypotheses
mais reste satisfaite par de nombreux modeles, dont les chaines et les arbres de Markov
cachés. Nous verrons un modele d’'intérét ou cette hypothese n’est pas vérifiée et ou
nos exigences en termes d’algorithmes d’inférence et d’interprétation sont néanmoins
satisfaites (voir chapitre 5.

Notons que la famille ainsi définie autorise ’existence d’arcs de variables aléatoires
observées vers des variables aléatoires cachées, ce qui est inhabituel dans les modeles de
Markov cachés. Cependant, les modeles que nous considérons permettent de traiter des
modeles graphiques dont le but est d’implémenter des systémes experts, comme I’exemple
ASIA de Lauritzen et Spiegelhalter, 1988 [78]. Cet exemple est destiné & illustrer I'intérét
des modeles graphiques dans 1’aide automatisée au diagnostic médical. Nous en repro-
duisons ici une version modifiée afin d’en diminuer le nombre de variables aléatoires et
d’en faire correspondre le graphe d’indépendance conditionnelle & nos hypotheses. Les
quatre variables aléatoires de ce modele sont

— I qui représente le fait de fumer;

— B qui représente le fait d’avoir une bronchite ;

— P qui représente le fait d’avoir un cancer du poumon;

— D qui représente le fait d’avoir une dyspnée.

Toutes ces variables sont binaires. Le graphe d’indépendance conditionnelle est représenté
figure 1.14. La variable F' est supposée toujours connue, les trois autres pouvant étre
connues ou inconnues. Par exemple, le fait que le patient souffre d’une bronchite peut
étre connu ou non, selon les cas et 'utilisation du modele. Par exemple, on pourrait jus-
tement désirer connaitre la probabilité que le patient souffre de bronchite sachant qu’il
fume et n’a pas de dyspnée, en absence de tout renseignement sur ’existence d’un cancer
du poumon. En autorisant des arcs de variables cachées vers des variables observées, on
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D

Fi1Gc. 1.14 — Un exemple factice et simpliste de systéme expert pour ’aide au diagnostic
médical. Les variables aléatoires binaires F', B, P et D représentent respectivement le
fait de fumer, d’avoir une bronchite, un cancer du poumon et une dyspnée.

permet ’application des méthodes présentées par la suite a de telles situations, ou le
fait qu'une variable aléatoire soit cachée ou observée dépend du contexte dans lequel le
modele est utilisé.

Paramétrisation

Comme nous 'avons vu dans la section 1.4, la loi jointe des modeles de Markov cachés
de la famille D, du fait de leur structure orientée acyclique, s’écrit sous forme d’un produit
de probabilités conditionnelles des sommets sachant leurs parents (équation (1.5)). Le
modele est alors entierement spécifié par la donnée :

— des lois initiales des variables aléatoires sources. Les sources d'un graphe sont les
sommets n’ayant aucun arc entrant. Par connexité de la structure du modele, elles
ont au moins un arc sortant. Comme les variables aléatoires a valeurs continues
n’ont aucun arc sortant par hypothese, les sources sont a valeurs finies et on peut
représenter leur loi par des vecteurs

(P(Xu = k)ker, = (10 kex,

— des probabilités de transition entre parents (cachés ou observés) et état caché

P(Su = k|5pa(u) = Spa(u)s Ypa(u) = ypa(u)) = P(Su = k|Xpa(u) = mpa(u)) = p(U)

wpa(u)vk ;
\ Y4 e (u)
— des parametres d’émission 0z, ,, tels que

P(Yu = y|Spa(u) = Spa(u); Ypa(u) = ypa(u)) = P(Yu = y|Xpa(’u) = wpa(u)) = Pa(”) (y)

Ppa(u)

Dans le cas particulier ou Y, est a valeurs finies, des lois d’émission multinomiales sont
fréquemment utilisées et la loi

P(Y = kIS ) = Spa(w ¥ a(w) = Ypa(w) = Goor o b
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peut étre représentée par un tenseur ¢ de dimension taille({Y,} U S UY o). Iy
a donc autant de parametres vectoriels que de variables aléatoires dans le modele, ce qui
rend celui-ci pratiquement impossible a estimer a partir d’une seule réalisation du pro-
cessus observé Y, alors que le probleme de I’estimation a partir d’une seule réalisation
se pose souvent. En réalité, les modeles de Markov cachés sont fréquemment construits
a partir de la répétition périodique, un nombre de fois arbitrairement grand, d’un méme
motif graphique. De tels modeéles sont parfois appelés modeles de Markov cachés dy-
namiques (voir Cowell et al., 1999 [31]). C’est d’ailleurs cette répétition qui permet de
s’intéresser aux propriétés asymptotiques du modele, puisqu’on peut alors construire des
modeles graphiques avec un nombre de variables observées n arbitrairement grand. Dans
ce cas, nous ferons I’hypothese que les parametres ne dépendent que du motif et non de
la position du motif dans le graphe (autrement dit de l'indice de la réplication). C’est ce

qu’on appelle 'hypotheése d’homogénéité. On notera alors W,(c“) = T, pgl)a(u)’k = Dapauk

et 0;(;2&(“) = 0z A titre d’exemple, pour les chaines de Markov cachées (figure 1.5),
les probabilités de transition p;; = P(Siy1 = j|S; = i) ne dépendent pas de t. On dit
que la chaine de Markov (S;);ev est homogene. La figure 1.15 représente un exemple de
modele de Markov caché vérifiant les conditions ci-dessus. Ses parametres sont :

- (’ﬂ'z), tel que P(Sl,l = ’L) = Ty,

— b1,...,0k tels que P(Yy1 =y|Su1 =1) = Py, (y);

~ (gi,j)i; tel que P(Yyo = j[Suy =1) = Giy;

— (Pijk)igk tel que P(Syo = k|Yy2 =37,Su1 =1) = pijk;

- (ri,j)i,j tel que P(Su+1’1 = j‘Su’Q = Z) = ri,j-

W G e

51,1 > 51,2 > 52,1 > 52,2 """"""""

(1)

Fi1Gc. 1.15 — Un exemple de modéle de Markov caché vérifiant les hypothéses de la section
1.5. (1) Le paramétre m; est associé d la source Sy du graphe. (2) Le paramétre 6; est
associé a la loi de Y, 1 sachant Sy 1 =1i. (3) Le paramétre q; j est associé a la loi de Y, o
sachant S,1 = i. (4) Le paramétre p; ; est associé a la loi de S, o sachant Sy, =i et
Yuo2=17J. (5) Le paramétre ; j est associé a la loi de Syt1,1 sachant Sy = i.

Il s’agit d’'un modele de Markov caché dynamique, homogene : les probabilités de tran-
sition P(Sy2 = k|Su1 =4, Yyu2 = j) = pijr ne dépendent pas de u. De méme pour les
probabilités de transition r; ; et les parameétres d’émission 0; et ¢; ;. L'unique source S; ;
engendre un unique parametre 7 vectoriel.
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1.6 Conclusion

Nous avons donc défini une famille de modeles de Markov cachés D caractérisée par
les propriétés suivantes :

— possibilité de modéliser des processus aléatoires a valeurs continues sans hypothese

sur les lois d’émission ;

— existence d’une paramétrisation interprétable (probabilités de transition et d’émis-

sion) ;

— existence d’un algorithme efficace de calcul des probabilités (arbre de jonction).
Dans le chapitre suivant, nous proposons des algorithmes d’inférence pour ces modeles
qui sont efficaces, numériquement stables et avec une interprétation probabiliste. Au
chapitre 3 sont exposées des méthodes de sélection de modeles.



30




31

Chapitre 2

Estimation des parametres

2.1 Introduction

Dans le chapitre précédent, nous avons défini une famille de modeles de Markov
cachés D pour lesquels la structure d’indépendance conditionnelle permet, comme nous
I’avons montré, de définir une paramétrisation naturelle et interprétable, ceci sans avoir
a refaire aucun calcul théorique. Dans la perspective d’obtenir une famille de modeles
opérationnels, nous montrons dans le présent chapitre que les modeles de la famille D
admettent des algorithmes basés sur le principe de 'arbre de jonction (voir section 1.4)
mais qui ne connaissent pas ses limitations dues a l'absence de prise en compte des
parametres du modele et a une instabilité numérique. Nous introduisons ces algorithmes
dans le cadre de I’estimation du maximum de vraisemblance.

Nous donnons tout d’abord des conditions nécessaires et des conditions suffisantes
pour l'identifiabilité de ces modeles. Puis nous proposons une introduction a I’algorithme
EM (Ezxpectation-Mazimization) de maximisation de I’espérance conditionnelle de la vrai-
semblance évaluée sur les données completes, sachant les données observées. Cette in-
troduction met en évidence le principe intuitif de ’algorithme et son interprétation en
terme d’algorithme de restauration-maximisation. Nous présentons d’autres stratégies
de restauration des données manquantes que celle de I'algorithme EM. Cette section
met en évidence 1'utilité de calculer la loi conditionnelle des variables cachées des cliques
du modele, sachant les données observées. La section suivante présente des algorithmes
dynamiques de type arriére-avant pour les calculs de probabilités dans les modeles de la
famille D, qui évitent les écueils énoncés ci-dessus ; nous proposons ensuite un algorithme
(dit du Maximum A Posteriori, ou MAP) pour la restauration des états cachés. Nous re-
venons alors sur I’algorithme EM et ses propriétés, ainsi que celles de ses variantes. Enfin,
nous présentons une application des arbres de Markov cachés a la détection de change-
ments de régularité locale d’un processus. Cette application montre 'intérét des arbres
de Markov cachés pour la modélisation de la loi d’une transformée en ondelette ; elle met
également en ceuvre I’ensemble des algorithmes présentés dans ce chapitre, ce qui permet
de voir comment nos algorithmes génériques sont instanciés dans le cas particulier des
arbres de Markov cachés.
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2.2 Identifiabilité

Nous considérons un modele de Markov caché de structure G fixée. Nous supposons
également fixés I’ensemble S des valeurs prises par le processus caché et la famille (Py)gco
des lois d’émission. Le modele Py est donc caractérisé par le parametre A € A.

Définition de ’identifiabilité

En général, un modele est dit identifiable si et seulement si A — P, est une applica-
tion injective définie sur A. Dans le cas de modeles de Markov cachés, pour toute valeur
y dans Y, la probabilité P\(Y = y) est invariante par permutation des états cachés,
ce qui fait qu’au sens de la définition ci-dessus, un modele n’est jamais identifiable,
sauf cas particulier. C’est pourquoi on contourne ce probléeme en considérant la relation
d’équivalence d’égalité des parametres a une permutation pres des états cachés, puis en
se placant dans I’espace quotient des parametres. La définition devient la suivante : un
modéle de Markov caché est dit identifiable si et seulement si pour tout (A, \') € A?,
[Py = Py] = A=\ & une permutation prés des états cachés.

Pour éviter de distinguer les cas ou les Y, sont a valeurs discrétes ou continues et les
cas ou il existe ou non des variables aléatoires observées parmi les parents de certains
sommets, nous considérons le cas ou les Y, sont conditionnellement indépendants sachant
S = s, la loi conditionnelle de Y étant donnée par

P(Y =ylS=8) =[P () (2.1)

pa(u)
Causes de non identifiabilité

L’identifiabilité des modeles de Markov cachés est liée a l'identifiabilité des modeles
de mélange. La famille des mélanges finis de (Py)gco est dite identifiable si et seulement
si pour tout K, pour tout K', pour tout m = (7)1<k<x €]0;1[ tel que > 7, = 1, pour
tout p = (pi)1<k <k vérifiant la méme condition, pour tous parametres § = (0)1<kp<x
et ¢ = (¢ow)1<w<k (ol les f; sont deux & deux distincts, de méme pour les @),

K’ K’

K K
Zﬁkng (y) = Z pr Py, (y) 1 — p.—p.] = [K =K'et Zwkégk = Z Pr0y, | (2:2)
k=1

k'=1 k=1 k'=1

c’est-a-dire que les parametres 7 et p d’une part, 6 et ¢ d’autre part, sont égaux a une
permutation commune des états cachés pres.

La question de l'identifiabilité des modeles de Markov cachés peut étre traitée en se
basant sur celle des mélanges, d’apres Ephraim et Merhav, 2002 [47]. En effet, la loi d’un
modele de Markov caché s’écrit

P(Y =y) = ) P(Y =y|S=s)P(S=s)

= Z P)\(S = 3) H Pagz)a(u) (yu) (23)
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d’apres I’équation (2.1). De plus, P\(S = s) s’exprime comme un produit de parametres
du modele, d’apres 1’équation (1.5).
Les causes suivantes sont sources de non identifiabilité des modeles de Markov cachés :
— non identifiabilité de la famille des mélanges finis de (FPy)gco. Par exemple, si la
famille des lois d’émission est une famille de lois uniformes, le modele de Markov
caché n’est en général pas identifiable;
— réductibilité du processus caché ou présence d’états absorbants. Si Py(S = s) est

telle que pour certains sommets u, P\(S,.(u) = Spau)) = 0, alors la vraisemblance
(u)

Spa(u)

est indépendante de 6
Condition suffisante d’identifiabilité

L’identifiabilité des chaines de Markov cachées est traitée par exemple dans Leroux,
1992 [81]. Elle résulte essentiellement d’un théoreme de Teicher, 1967 [116] selon lequel si
la famille des mélanges finis de (Pp)pco est identifiable, alors la famille des mélanges finis
de densités produits de la forme (2.3) est identifiable. Ce résultat intervient de la méme
maniere pour prouver l'identifiabilité des modeéles de Markov cachés plus généraux.

En définitive, si le processus caché est irréductible (par exemple si Vs, Py\(S = s) > 0)
et si la famille des mélanges finis de (FPp)sco est identifiable, alors le modele de Markov
caché est identifiable.

Remarque 2.1 Dans la définition (2.2), on suppose que les paramétres d’émission sont
deur a deuz distincts. Si le processus caché est irréductible, ’absence de cette condition
entraine en général la non identifiabilité. Dans le cas d’un processus caché réductible,
I’égalité de parameétres d’émission peut ne pas causer la non identifiabilité. Par exemple,
le modéle de chaine de Markov caché de matrice de transition

a 1l—a 0
P=|0 d 1-4d
0 0 1

avec a €]0; 1] et a' €]0; 1], I’état initial ayant pour loim =[1 0 0] et avec les paramétres
d’émission (0,6',0) d’une famille identifiable, avec 6 # @', est identifiable.

Le probléme de lidentifiabilité des chaines de Markov cachées ot la chaine cachée est
réductible ou non, est traité dans Ito et al., 1992 [62].

2.3 Introduction a ’algorithme EM

Nous nous placons dans le cadre d’'un modele de parametre A inconnu. Nous suppo-
sons dans ce chapitre que la structure G du modele est connue, ainsi que I’ensemble S
des valeurs prises par le processus caché et la famille (Py)gce des lois d’émission. Nous
nous intéressons, dans cette section, a ’estimation de A par maximum de vraisemblance a
partir d’une réalisation y du processus observé. Nous envisagerons également le cas ou R
réalisations indépendantes (yV, ..., y®)) sont disponibles pour estimer les parametres.
Dans un premier temps, nous rappelons les propriétés de I'estimateur de maximum de
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vraisemblance dans le cas des chaines de Markov cachées. En supposant que ces pro-
priétés sont, dans une certaine mesure, généralisables a des modeles de Markov cachés
autres que les chaines, nous présentons le principe de la maximisation de la vraisem-
blance par I'algorithme EM. Nous donnons les étapes de cet algorithme pour la famille
D dans le cas de modeles non homogenes, puis dans le cas de modeles homogenes. Nous
remarquons ensuite que dans certaines situations, ’algorithme EM consiste a rempla-
cer par leur espérance conditionnelle les quantités rendues indisponibles par la présence
des états cachés. Ceci permet de considérer EM comme un algorithme de restauration-
maximisation, dans ce cas particulier. Nous envisageons ensuite d’autres stratégies de
restauration. Enfin, nous détaillons I’application de notre algorithme aux arbres de Mar-
kov cachés de Crouse, Nowak et Baraniuk, 1998 [32], en montrant que nos formules
génériques pour ’étape M coincident, lorsqu’elles sont instanciées pour ce modele parti-
culier, avec celles des auteurs.
La vraisemblance est définie, dans le cas de modeles & données cachées S, par

Ly(\) =AY =y).

Cette expression est rendue explicite par la formule des probabilités totales, en faisant
intervenir les valeurs cachées

LN =Y P(Y=y8=5) (2.4

seS

ou P\(Y =y, S = s) s’exprime comme un produit de probabilités faisant intervenir les
parametres du modele, d’apres ’équation (1.5) de la section 1.4. Quand la dépendance
vis-a-vis de y n’a pas besoin d’étre explicitée, nous noterons la vraisemblance £(A). Pour
une valeur s du processus caché, nous appellerons la quantité L, ;(\) = PA(Y =y,S8 =
s) la vraisemblance de A évaluée sur les données complétes (y, s), ou plus simplement la
vratsemblance complétée.

2.3.1 Propriétés de ’estimateur de maximum de vraisemblance

Supposons que la vraisemblance soit deux fois dérivable par rapport a A. Pour trouver
une valeur de A maximisant la vraisemblance, on peut en théorie chercher une valeur
annulant sa dérivée puis s’assurer qu’il s’agit d’'un maximum en étudiant sa dérivée
seconde en la valeur trouvée.

L’existence d’une solution A\ & ces équations (dites équations de la vraisemblance) et
les propriétés de convergence en probabilité vers la “vraie” valeur Ay du parametre (sous
I’hypotheése que Y suit effectivement la loi Py,) ou de normalité asymptotique, lorsque
le nombre de variables observées tend vers l'infini (pour autant que cela ait un sens,
voir section 1.5), sont des questions difficiles dépassant le cadre de cette thése. On peut
également envisager d’étudier A quand R vers l'infini, ce qui parait a priori un cas plus
simple a traiter (réalisations indépendantes d’un processus).

Cependant, les travaux de Leroux, 1992[81], Bickel, Ritov et Rydén, 1998 [10], Le
Gland et Mevel, 2000 [79], Jensen et Petersen, 1999 [68] et Douc et Matias, 2001 [41]
donnent des conditions sous lesquelles I'existence d’une solution consistante et asympto-
tiquement gaussienne des équations de la vraisemblance est assurée dans le cas de chaines
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de Markov cachées. En particulier, I’hypothese d’ergodicité est nécessaire a la consistance
de 'estimateur. L’idée est que si toutes les transitions entre états cachés ne sont pas ef-
fectuées par le processus une infinité de fois quand le nombre de données observées tend
vers l'infini, avec une probabilité égale a un (processus caché non irréductible), des pro-
babilités de transition ne vont pas pouvoir étre estimées de maniere consistante. Il semble
que la preuve de la consistance de ) dans des modeles de Markov cachés dynamiques
repose sur l’extension a ces modeles de la notion d’ergodicité.

Enfin, la vraisemblance n’est pas toujours bornée (voir en particulier Robert, 1992
[105]). Par exemple, c’est le cas pour un modele de mélange indépendant gaussien
({P]0 € ©} est la famille des lois gaussiennes). En choisissant autant de valeurs possibles
pour les états cachés que de données observées et en prenant pour espérance des lois gaus-
siennes les données elles-mémes, on peut faire croitre la vraisemblance arbitrairement en
prenant des variances tendant vers 0.

2.3.2 Principe de I’algorithme EM

Il s’agit donc de maximiser en A 'expression (2.4), qui est une somme de produits
comportant taille(Xs) termes, typiquement KVs o Ng désigne le nombre de variables
cachées du modele. Chaque parametre intervient potentiellement dans plusieurs termes
de cette somme et plusieurs fois dans chaque terme. C’est pourquoi la résolution des
équations de la vraisemblance ne peut que rarement se faire de maniere analytique. On
a alors recours a des méthodes itératives d’optimisation, dont I’algorithme EM est un
exemple classique.

[’algorithme EM a été introduit par Baum et al., 1970 [7] dans le contexte des chaines
de Markov cachées. Puis il a été étendu a des modeles plus généraux par Dempster, Laird
et Rubin, 1977 [36]. Il s’agit, dans le cadre d’'un modele & données incompletes, de créer
une suite (A),cp telle que (In(£(A™))),cn soit croissante. Idéalement, on souhaite
que (/A\("))ne v converge vers une solution des équations de vraisemblance. Pour construire
cette suite, on part d’une valeur initiale A¥), supposée connue, du parametre. A Ditération
n de I'algorithme, nous disposons d’une valeur courante A(*~1) du parameétre. La valeur
suivante est obtenue en maximisant, en la variable A, ’espérance conditionnelle de la
log-vraisemblance complétée du parametre A, sachant les variables observées, calculée
par rapport a la loi Py-1. On définit donc la fonction @ par

QAT ) = By [In(PA(S, Y)Y = y] (2.5)

qu’on peut voir comme une notation pour

QA A1) Zln (PA(S=8Y =y))Pya-1(S=s]Y =y) (2.6)

seS

L’idée générale est que la log-vraisemblance ne peut étre maximisée directement, alors
que la log-vraisemblance complétée est facile a calculer et a maximiser. La présence de
données cachées suggere 'utilisation de I’espérance conditionnelle de la log-vraisemblance
complétée, considérée en tant que fonction des variables aléatoires cachées. Cette espérance
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est conditionnelle aux données observées et évaluée sous la loi Py¢-1) ou A1) est, 1a va-
leur courante du parametre. La valeur suivante du parametre est alors définie par

A(m — (n-1)
A" = argmax Q(A, A1)

Soit G = (U, €) la structure du modele graphique, supposée connue. Pour u € U,
on note X, la variable aléatoire associée au sommet u du graphe, quand il n’est pas
nécessaire de distinguer entre les variables cachées et observées. Nous désignons par X
I’ensemble des variables aléatoires, cachées ou observées, du modele. [L’ensemble des in-
dices des variables aléatoires cachées (respectivement, des variables aléatoires observées)
est noté Us (respectivement Uy ). Nous notons S I’ensemble des valeurs possibles pour le
processus caché S et ) I’ensemble des valeurs possibles pour le processus observé Y. Soit
A C U : nous notons S 4 'ensemble des variables aléatoires cachées dont les indices sont
dans A, et S4 'ensemble des valeurs prises par le processus S 4. Ces notations s’étendent
aux processus Y et X ainsi qu'aux éléments de X', S et ). Par exemple si @ € X, la
projection orthogonale de a sur X4 est désignée par a 4.

Dans un premier temps, nous faisons I’hypothése que In(Py(S = s, Y = y)) est défini
pour toute valeur s € S et pour toute valeur A € A. Cela revient a supposer, comme le
montre I'équation (1.5), que toutes les probabilités (P(Xy, = 2| X pau) = Tpa(u)) )ucu sONt
strictement positives. Nous rappelons que ces probabilités sont associées aux parametres
du modele, ce qui rend facile la vérification de cette hypothese de positivité. Nous verrons
dans la section 2.4.8 que lorsque certaines de ces probabilités sont nulles, I'estimation
reste possible.

2.3.3 Mise en ceuvre dans le cas de modeles de Markov cachés

En réalité, ’expression (2.6) n’est pas d’une grande utilité tant qu’elle reste sous cette
forme de somme comportant taille(Xs) termes. D’autre part, plus que la fonction @, c’est
la valeur suivante du parametre 5\("), fonction de A1) qui nous est utile. Il est connu que
dans les modeles de Markov cachés a structure non orientée, définis par leur structure et
par les potentiels des cliques, ces potentiels peuvent étre estimés grace a l'algorithme EM
(voir Smyth, Heckerman et Jordan, 1997 [110]). Ici, nous montrons que dans les modeles
de Markov cachés a structure orientée acyclique, définis par leur structure et par des
probabilités de transition, les parametres peuvent étre estimés grace a ’algorithme EM.
Cependant, les formules de réestimation de I’algorithme EM donnant A en fonction de
A1) font en général intervenir des probabilités d’états cachés conditionnellement aux
données observées et la maniere dont peuvent étre calculées ces probabilités n’est pas
toujours explicite, ce qui rend 1’algorithme EM applicable en théorie seulement. D’autre
part, les parametres d’un modele de Markov caché général, comme ceux considérés dans
Smyth, Heckerman et Jordan (1997), ne sont pas toujours définis de maniere précise.
Cette imprécision se répercute dans ’algorithme EM. Dans le travail qui suit, cette am-
biguité est levée par le recours a une paramétrisation explicite des modeles de la famille
D (voir section 1.5). Enfin, ce n’est que dans la section 2.4 que nous présenterons un
algorithme qui permet effectivement de calculer toutes les quantités intervenant dans
I’algorithme EM.
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Simplification de I’étape E

En considérant ’équation (1.5), on constate que pour tout u dans U, P(X, =
Ty| X pa(u) = T pa(u)) €St associé a I'un des parametres du modele :
— soit P(X, = z,) = Wéﬁ) lorsque u appartient a 1’ensemble U, des sommets sans
parents,
— soit P(Xy = 24| X a(u) = Tpa(u) = pf(b?a(u),zu lorsque u appartient & ’ensemble
Us\U;, noté U,, des sommets correspondants aux variables aléatoires discretes
admettant au moins un parent,

— s0it P(Xy = 2u| X poqu) = Tpaqu)) = Pﬁi& " (x,), associé au parametre 9;7;1(“), lorsque

X, est a valeurs continues, ce qui est possible uniquement si X,, = Y,, est I’'une des
variables aléatoires observées, d’apres nos hypothéses. On notera Uy I’ensemble des
sommets correspondants.
Ainsi, a partir de I’équation (1.5) on obtient ’expression suivante de la log-vraisemblance
complétée

Z Z 0(“) (Y )]I'{“’pa(u)—a} (2.7)

uEUp A€ Xpa ()

£ D0 D e ey + D D () Iy

UEUp AEXpy(u) 1€ X UEUR 1EXY,

De cette expression et de la définition (2.5), en remarquant que {Uy,U,,Up} constitue
une partition de U, on déduit 1’expression suivante de Q(\, A(7~1)

QA AT) = (2.8)
> > I Py (Yu)) Prxn-1 (Spa() = Gus, Y pa(u) = Gy |Y = y)

uEUp a€Xp5(y)

+ Z Z Z 1n(p,(11fz)P,\<n—1> (Xu =4, Shatu) = Qus, Y pa(u) = Quy |Y = 9)

uEUp A€EX 5 (y) 1€EX

+ Z Z ln P)\(n 1)( = Z‘Y y)

uEU 1EX,

étant entendu que pour deux ensembles A C U et B C U, et pour une valeur a € X du
processus complet X,

Pyo-1y(Sa=a4,Yp=ap|Y =y)=Pyu-1(Sa=asY =y)ly, —as}-

Par exemple, si X, est la variable cachée S,, alors la quantité Pyu-1) (S, = i|Y = y)
intervient dans le dernier terme de ’expression (2.8) mais si X, est la variable observée
Yy, alors c’est la quantité 1, ;3 qui intervient en (2.8).

Remarquons que les expressions (2.7) et (2.8) se décomposent en des termes dépendant
a chaque fois d’un seul parametre. Cette propriété de séparabilité, commune a tous les
modeles de Markov cachés a structure orientée acyclique, explique en partie la faisabilité
de l'algorithme EM.
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En définitive, les probabilités apparaissant dans I'expression (2.8) se résument aux
quantités

Pyo-1(8,aw) = 8pa)|Y = ¥), Pao-1(Su =1, Spau) = Spaw)|Y = ¥)
et Pyo-1(Sy = 1Y = y).

En principe, I'algorithme d’arbre de jonction permet de les calculer pour tous les som-
mets u du graphe et toutes les valeurs possibles s, et 7 des états cachés Cette étape
est appelée I’ étape E de I’algorithme EM. Remarquons que la valeur de QA \=D) g
pas besoin d’étre calculée numériquement : seule la valeur de A, qui se dedult des pro-
babilités conditionnelles des états cachés ci-dessus, doit étre calculée. Nous verrons que
dans le cas de modeles de la classe D, pour tout sommet u € U du graphe, {u}Upa(u) est
inclus dans 'une des cliques de 'arbre de jonction (voir la propriété 1 et la remarque qui
suit sa démonstration). Il suffira donc de savoir calculer P(S¢ = s¢|Y = y) pour toutes
les cliques C du graphe G. Le calcul se fait, pour les modeles admettant un arbre de
jonction, au moyen d’un algorithme de type arriere-avant. Celui-ci est décrit en section
2.4

Etape M :
lois des sources dans le cas non homogene

Le calcul du parametre AM 3 Ditération suivante n de l'algorithme EM passe par

la maximisation de cette fonction @Q(X, A~V) par rapport aux quantités 0,(, ), pﬁj‘f et

qu). Nous nous plagons, pour commencer, dans le cadre dit non homogene ou les pa-
rametres dépendent de u. Nous établissons les formules de réestimation dans ce cadre
non homogene pour mettre en évidence 'impossibilité ou la trivialité de I’estimation par
maximum de vraisemblance pour ces modeles a partir d'une seule réalisation du pro-
cessus observé (voir remarque 2.2). L’origine et les conséquences de cette difficulté ne
sont pas forcément immédiates a appréhender ; de plus les calculs ci-dessus utilisent des
principes qui seront repris dans le cas homogene, c’est pourquoi nous les développons
malgré leur manque pratique d’utilité.

Pour un sommet u € U donné dans le graphe, et pour ¢ € X, le parametre 7T§u)
intervient exactement dans un seul terme de la somme (2.8). Comme X, est a valeurs
finies, on peut par exemple supposer, sans perte de généralité, que X, = {1,... ,K}.
Nous sommes alors amenés a maximiser

Zln NPy (X, = i]Y =) (2.9)

K

sous la contrainte ) 7TJ(-U) =1, car les (W](-u))lsjs i définissent une loi de probabilité. Soit
j=1

¢ le multiplicateur de Lagrange associé a cette contrainte. Les valeurs maximisant (2.9)

sont données par la résolution des équations

Vie{l,...,K}, V w Zln (7 Py (X = §|Y = y—i—f(Zw“) )]:o
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ce qui équivaut a

Pynn (X, = i|Y =
Vie{1,...,K}, 2 (X (u)" v _ ¢

U

K
On déduit de la contrainte 7rJ(-u) =1 les équations
7j=1
ZPm n(Xu =1lY = y)

NONS Pyo-1(Xy = 1Y = y)
’ ZPmu( w=3Y =y)’

et Vie{l,... K},

(w)

ce qui constitue la valeur du parametre 7, a 'itération n de I’algorithme EM. Comme

ZPA(" n(Xe=JY =y) =1,
on obtient ﬁf W = = Py»-n(Xy = 1Y =y).
Notons que dans le cas ou X, = Y, est I'une des variables aléatoires observées, la
formule de réestimation de #(*) est donnée par 7?1( Y = Pyo-»y(Y, =Y =y) =0y,

Estimation des probabilités de transition dans le cas non homogéne

On procede de la méme maniére pour estimer pflul) out € &, et a € X, ) sont
fixés. Nous notons {1,..., K} 'ensemble des valeurs possibles de X,. Rappelons que
ay, désigne la projection orthogonale de a sur ). Dans le cas ot pa(u) NUy # 0, il est
évident que pg“z) ne peut étre estimé par maximum de vraisemblance que si @y, = Y,
(dans le cas contraire, la vraisemblance est indépendante de ce parametre), ce qui n’est

vérifié que pour une seule valeur de a parmi toutes celles possibles quand ay, décrit
(u)

Voa(u)- Si cette condition est vérifiée, alors py, ;

quantité suivante

est déterminé par la maximisation de la

K
Z ln(pg,lg')PA(ﬂ—l) (Xu = ja Spa(u) = aUSa Ypa(u) = a’Uy |Y = y)
j=1

sous la contrainte pflu; =1

J
En s’inspirant du cas de la loi des sources traité précédemment, on obtient finalement,
pouri € {1,...,K},

50 — Do (Xu =i St = 0us: ¥ outa = Gy [V = )
! Z Pxo-v (X” =J SP&(U) = Qug, Ypa(“) = Quy |Y = y)
J

ce qui donne en fait

P = Py (X = 1| Spau) = s, Y = y).
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Notons que dans le cas ou X,, = Y,, est I’'une des variables aléatoires observées, la formule

de réestimation de ﬁflul) est donnée par ﬁfluz) = i yy-

Estimation des parametres d’émission dans le cas non homogene

Soit @ € X, (), fixé. Comme pour les probabilités de transition, dans le cas ou

pa(u) NUy # 0, le parametre o) ne peut étre estimé par maximum de vraisemblance
que si @y, = Y,. (dans le cas contraire, la vraisemblance est indépendante de ce

parametre). Dans ce cas, 'estimateur é&“) a 'itération n de 'algorithme EM est donné
par la résolution des équations :

Vg (P (Yu)) Pro-1 (Saw) = sy Y () = Guy [Y = y) =0

soit encore, puisque 1'on a supposé Pyu-1)(Spaw) = Gug, Y pau) = Ay |Y = y) > 0 (la
quantité Q(A\, A7) étant indépendante de 0% dans le cas contraire),
vof,”Pa&“) (yu)
Py (Yu)

d’ou, dans le cas non homogene, 0,(1“) = argmax Py (Yu)-
e “

La réestimation des parametres a l'itération n a partir des parametres obtenus a
I'itération 7 — 1 par maximisation de la fonction Q(., A7) est appelée étape M de
I’algorithme EM.

Remarque 2.2 Les formules de réestimation mettent en évidence le peu d’intérét d’un
modéle non homogéne, au moins dans le cas ou une seule réalisation du processus ob-
servé est utilisée pour estimer les parametres. En effet, la plupart des probabilités de
transition associées a un sommet ne peuvent étre estimées dés lors que ce sommet ad-
met des variables aléatoires observées parmi ses parents. Les lois des variables aléatoires
observées discrétes sont estimées par des lois de Dirac. Les lois des sources cachées S,
(variables aléatoires cachées dépourvues de parents, appelées également états initiaux)
sont estimées par les probabilités Pyw-1) (S, = i|Y = y) mais on peut montrer aisément
que [’estimateur de mazximum de vraisemblance induit une loi de Dirac pour la loi de
Sy : en effet, d’aprés les équations (2.4) et (1.5), et si l'on note S, = {1,...,K}, la
vraisemblance est linéaire en chacune des composantes WZ(“) donc admet son mazimum en
Uun des sommets du simpleze {(m1, ... ,mx) € [0;1]% | Y m; = 1}. C’est également le cas
j

des probabilités de transition puisque chaque paramétre intervient au plus une fois dans
la vraisemblance, qui est une somme de produits de paramétres. Enfin, les paramétres
d’émission sont estimés a 'atde d’une seule donnée observée.

Estimation dans les modeles homogenes

En réalité, ces estimateurs triviaux s’expliquent par le fait que le nombre de pa-
rametres a estimer est plus important que le nombre d’observations : autant de pa-
rametres vectoriels que de sommets dans le graphe! Si I'on s’intéresse a des modeles
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de Markov cachés dynamiques, constitués par des successions de motifs identiques, il est
possible de faire I’hypothese que les probabilités de transition et d’émission ne dépendent
pas de la position du motif dans le graphe. Ainsi, la facon dont se propagent les états
cachés, des parents d’un sommet au sommet descendant, est la méme pour tous les mo-
tifs ; de méme pour la fagcon dont sont émises les observations. Ceci se traduit par I’égalité
des parametres associés a ces transitions et ces émissions. Des lors, le parameétre pgﬁ))a(u),wu
ne dépend plus de u mais seulement de la classe Pu de u pour la relation d’équivalence
=, définie sur U,,.

u=pv & [X, =4, Xpau) = Xpav) et Va € Xy, Vi € &y, pslg = ps,z]

Nous notons alors pa le parametre correspondant pour @ € X, et 1 € &,. Ces
espaces étant par définition dépendants de la classe d’équivalence de u seulement, nous
les notons respectivement X5 et Xy. Le parametre pfluz) est commun a tous les sommets
de U;. Nous notons U, I’ensemble quotient pour la relation =,. Nous définissons de la
méme maniere la relation d’équivalence =, sur l’ensemble U/, des sources de U, Wgﬂ)
les parametres associés aux sommets de U, et U, 'ensemble quotient, puis la relation
d’équivalence =y sur ’ensemble Uy des variables aléatoires a valeurs continues de U, 0,(,12)
les parametres associés aux sommets de Uy et Uy 1’ensemble quotient. Lorsque la relation
d’équivalence utilisée pour un sommet u € U est claire d’apres le contexte, nous noterons
@ au lieu de Pz, @ ou 4.
La log-vraisemblance complétée s’écrit alors

ln([’ﬁ()‘)) = ZZ Z 0(“) yu )]I{:lzpa(u)_a,} (210)

UEUy UEU AEX 5 (y)

+ Z Z Z Z ln pa ( ]I{m“_l Tpa(u)=a}t

ueup UEU acX, pa(u) 1EXy

DI I I

acll, e i€X,
On en déduit expression suivante de Q(, A1)
QA XD) =
Z Z Z Py (Yu)) Pxn-0 (Spa() = s, Y pa(u) = Gy [Y = y)

UEUp UET A€ X 5(y)

+ZZ Z Zln pl“ )Py (Xu =4, Spaw) = g, Y pa(u) = au |Y =y)

€U, UET AEX 5 (y) 1€ XY

+ZZZIH NPyoen (Xu =Y = y).

uEUﬂ- UEU LEX,

Comme dans le cas non homogene, I'expression ci-dessus se décompose en des termes
dépendant chacun d’un seul parametre. Ainsi, elle peut étre maximisée séparément par
rapport a chacun des parametres.
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Etape M dans le cas homogéne :
loi des sources

Soit % € U,. La réestimation, & l'itération n de I’algorithme EM, de 7r§ﬁ)

se fait par maximisation de la quantité

SN (@) Pyn (X, = ilY =)

UEUL 1

pour i € Xy,

sous la contrainte ) w](ﬁ) = 1. La solution 7(® est donnée par la résolution des équations
J

Vv @ ZZ]H P/\(n (X, =j4Y =y)+¢& (Zﬂ_(u)_1>

UEU J J

::OyyY

ou & désigne le multiplicateur de Lagrange associé a la contrainte. Ceci conduit aux
formules

§=222 Pyo-n(Xu=JY =y) = > 1 = card(u)

] u€u uEU

> Pyo-n(Xu = 1Y = y)

~(u) __ u€ld
t T = . 2.11
M card (@) (2.11)

Notons que dans le cas ou X, = Y, est I'une des variables aléatoires observées, la
formule de réestimation de #(® est donnée par

2:(%ﬂu

(a) _ u€n _ card({u € 4|y = 1})
’ card () card(u)

(2.12)

Probabilités de transition

(@)

Soit u € Z/_{p. Il s’agit de réestimer Pq,i POur i € Xy et a € X,,() fixés. Comme pour

les modeles non homogenes, si pa(u) NUy # 0, le parametre pfluz) ne peut étre estimé
par maximum de vraisemblance que si @y, = Y,,(,) Pour I'un au moins des éléments u
de u. La différence avec les modeles non homogenes est que le fait que p((fz) puisse étre
estimée pour toutes les valeurs de a n’est pas exclu d’emblée. D’autre part, la probabilité
que pflaz puisse éetre estimée croit avec le cardinal de %, donc avec le nombre de données
observees n dans la plupart des cas d’intérét.

Si Pa, Z) peut effectivement étre estimé, alors Da,

quantité

(@ )

est donné par la maximisation de la

Z Zln paz P,\(W 1)( =1, S = QUg; Ypa(u) = auY|Y = y)

UEU 1EX,
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Comme précédemment, on obtient la formule de réestimation suivante

Z P,\(n—l)(Xu = 7;: Spa(u) = Qyg, Ypa(u) = Aty ‘Y = y)

(%) u€n
pu,i = (213)
’ > Pro-0(Spaw) = s, Y pa(w) = Quy |[Y = y)

ucu

oll les probabilités Pyu-1)(Spau) = Gus, Y pau) = Quy |Y = y) se calculent a partir des
Pyo-1 (Xy =14, Sha(w) = g, Y pa(u) = Quy Y = y) par

P)\(n_l)(spa(u) = auS7 Ypa(u) = aLIy |Y = y)
= Z P)\(”I_l) (Xu = j’ Spa(u) = a’uS) Ypa(u) = aLIy |Y = y)
J

Remarquons que

Pyo-0(Xy = J, Sha(u) = Aug, Y pa(u) = Gy | Y = Y)
_ Pao-n(Su =5, 8wy = aus|Y = Y)liy ,  —auy} 81 Xu = Su est cachée,
Py (Spaw) = aus|Y = Y) iy, o =auy, vu=i} si X, =Y, est observée.

Ainsi, comme annoncé ci-dessus, ces quantités peuvent étre calculées si et seulement si
{u €|y, = aw } # 0, faute de quoi les dénominateurs sont nuls.

Parametres d’émission
Soit % € Uy. La réestimation, & 'itération n de I’algorithme EM, de 0,(;1) pour a €
«(@), N'est possible, dans le cas oli pa(u) NUy # 0, que si ay, = Ypa(u) POUr l'un au

moins des éléments u de 4. Dans ce cas, O&u) est obtenu par maximisation de la quantité

X,

p

D In(Py (yu)) P2 (Souw) = uus, Y pu(u) = Gy [Y = )

UEU

ce qui revient a résoudre

Voo [Py (4u)]
Py (Yu)

Z PA(n_l)(Spa(u) = Qyg, Ypa(u) = Ay |Y = y)

UEU

=0 (2.14)

La solution dépend de la famille { |0 € O} considérée. A titre d’exemple, nous don-
nons les formules de réestimation quand la famille considérée est gaussienne multivariée.
Autrement dit, la loi conditionnelle de Y, sachant X ) = a est la loi gaussienne de
parametres O = (liq, Lq), de densité

1 1,

foa(y) = mexp( 5 (Y — ta)Xq (Y — 1a),

de gradients
Ve[ foa ()] = fo. ()22 (y — p1a)
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et
Vaalfoa )] = 509537 (o~ — ra) (v~ 1a))

ou la transposée d’une matrice A est notée *A. Les équations (2.14) deviennent alors

> Py (Spaw) = s, Y patu) = Ay Y = Y)25 (Yo — fa) =0

ucu

=5 2 Pro-0(Sat) = s, Ypuw) = auy |Y = 9)2.° [Za — "(yu — ta) (Yu — 1a)] = 0

ucu

ce qui conduit aux formules

(

> Py (Spaw) = aus, Y pau) = iy |Y = Y)Y
~  __ UET
fla > Pxo-0(Shaw) = s, Y pa(u) = 0y |[Y = y)
< A7) . _ _ t ~ ~ (215)
> Pro-0(Shaw) = s, Y o) = Guy [Y = 4)"(yu = fla) (Yu — fla)
i — ucu
¢ > Pao-0(Soaw) = Qus, Y o) = Gy |Y =)
L u€n

Remarquons que, de méme que pour la réestimation des probabilités de transition,

Py (Spaw) = Aus: Y pa(u) = uy |Y = y) = Pao- 0 (Spaw) = aus|Y = y) Ly, o =auy, }-

Ainsi, comme annoncé ci-dessus, ces quantités peuvent étre calculées si et seulement
si {u € @]y, = auy} # 0, faute de quoi les dénominateurs sont nuls. En outre,
I’équation (2.15) correspond aux formules usuelles de I'estimateur de maximum de vrai-
semblance dans les modeles gaussiens mais ol les observations sont pondérées par les
probabilités conditionnelles des états cachés. Ces formules sont en fait une conséquence
du résultat de Redner et Walker, 1984 [103]. Celui-ci a été montré pour les mélanges
indépendants dans le cas de lois d’émission de la famille exponentielle mais il se généralise
sans difficulté aux modeles de Markov cachés étudiés ici.

Une famille (Py)gco est dite famille exponentielle si et seulement si ses éléments sont
de la forme

Py: IRP —» R*

y — spb)e™

ot b:RP — R* et T : IRP — IR? | o(6) étant donné par

a@=/MWW%m
IRP

en supposant que «(f) est fini. Le parameétre 0 est appelé le paramétre naturel du modele.
Une famille exponentielle peut étre reparamétrée a partir de ’espérance

P

¢=mmw=AT@ﬂ@w

de sorte que
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Le résultat de Redner et Walker ne s’appuie pas sur 'hypothese d’indépendance des
(Su)uecus mais seulement sur les propriétés suivantes :

In(Ps(y)) = —In(a(®)) + In(b(y)) + 0(2)T(y),

Vila(0)] = a(0)2,
et Vol[ln(Ps(y))] = — Y245 + Vo [6(2)]T(y)

o(®)
d’ot1 découlent les équations

Vala(8(P))] = a(6(®)) Ve [0(P)]P
et Volln(Ps(y))] = Va[0(P)|(T(y) — D).

On déduit donc de I’équation (2.14) que 6, est solution de

D P10 (Snaw) = s, Y auy = 6y |Y = 4) Vo, [0a(2a)|(T(4) — Ba) =0

UEU

ce qui équivaut, sous réserve que Vg, [0a(®Pg)] soit inversible, a

@, Z Pyo-1) (Spatu) = s, Y pau) = @y |[Y = 9)
IS

= Z P)\(W*I) (Spa(u) = au,s’7 Ypa(u) = a’u}’lY = y)T(yu)7

ucu

d’ou la formule de réestimation pour &,

> Py (Spaw) = g, Y pau) = 0y |[Y = y)T (y4)

UEU

* Z P)\(n—l)(spa(U) = Qyg, Ypa(U) = Quy ‘Y = y)

A

A

qui généralise aux modeles de Markov cachés le résultat de Redner et Walker.

Enfin, pour conclure cette partie sur I’étape M dans le cas homogene, on peut remar-
quer qu’en remplacant % par {u} dans les formules (2.11) & (2.14) on retombe sur les
formules de réestimation du cas non homogene.

Cas de plusieurs réalisations du processus caché Y
Il arrive dans certaines situations de disposer, pour estimer le parametre A\, de R
réalisations indépendantes (yV, ..., y®) du processus caché Y. S’il s’agit d’un modele

dynamique, il n’est pas nécessaire que toutes les réalisations comportent le méme nombre
de données. La vraisemblance du parametre est alors

R R
Lyw . g =P(YD =y1),... YO =yr) =[P =y(r) = [ Ly (V)
r=1 r=1

par indépendance des différentes réalisations. Si (s(), ..., s(®) sont les valeurs des pro-
cessus cachés associés respectivement & chacune des réalisations, et que X désigne
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I’ensemble des variables aléatoires observées et cachées constituant le r*™°processus,
alors les (X (T))Te{l,___,R} sont également indépendants mutuellement. Il s’ensuit que la
log-vraisemblance complétée s’écrit

In(Lym 50y, 4y g (A))
zln(PA(Y(l): M, 80 = 50, Y<R>=y<R> s = s1))

= Zln Py( Y(r) =y, s Zln y®,50 (A))

r=1

Dans le cas ol 'algorithme EM est utilisé pour estimer les parametres, la fonction )
est donnée (pour un modele homogene) par la méme expression que dans le cas ou une
seule réalisation du processus observé est utilisée, a ceci pres que les sommations s’effec-
tuent sur toutes les valeurs de 7 (c’est-a-dire pour toutes les réalisations indépendantes
du processus observé). Ce résultat s’obtient en remarquant que les R processus cachés
sont conditionnellement indépendants sachant les processus observés et donc

- (n{sm = s} (Y = y@}) = [[ P (87 = sy =)
On obtient alors les formules de réestimation suivantes, pour les lois des sources,

S Y Puon(Xy =YY" = y)

Ao _ 7 uealr) ’

’ card(lJ, a™)

ce qui se réécrit, si X, est la variable aléatoire observée Y,

o _ card({u e U, u® [y = i})
L card(|J, a™) '

Pour les probabilités de transition, les formules de réestimation sont

> 2 Po-o(Xu=1,85m = aus’YS;)(u) = a’UY|Y(T) =y")

(@) T uea(r)

pa. i r r
2 5 Paen(Sut) = us ¥ [y = auy [ = y)
T ueul”

Les formules de réestimation des parametres d’émission sont données par la résolution
de

( )
@ [Py (Yu )] r r .
>N Vool Pyr-1) (Spa(u) = a’US’Y;(m)(u) = ay, |[Y" = y") =0
T uca™ Pg(u)(yu )

Nous donnons, a titre d’exemple, les formules de réestimation des parametres dans le cas
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gaussien
f > 2( ) Py (Sput) = aus, Y1)y = @y, [Y7) = y)yl)
~ 7T oyealr
| > eg‘) Pror= (S = @utss ¥ ol = a6 [Y = y®) (47 — 1) (0 — )

De la méme maniere que précédemment, notre généralisation aux modeles de Markov
cachés du résultat de Redner et Walker, 1984 [103] pour la réestimation des parametres
d’émission dans le cas de familles exponentielles, s’applique pour donner :

Y Y Pao (S = aus, YUy = 4 [Y 0 = yO)T (@)

£ 7 oueun
2 z:( ) Pya=n (Spa(“) = Qus; Yg)(u) = Quy ‘Y(T) = y(r))
T ueulr

Ces formules permettent également, en considérant le cas u = {u}, la réestimation dans
des modeles non homogenes quand plusieurs réalisations indépendantes du processus ob-
servé sont disponibles.

Spécificités de I’estimation pour les modeles de la classe D

Nous avons vu que 'une des caractéristiques de I’étape E, dans les modeéles de Markov
cachés & structure orientée acyclique, est la décomposition de I'expression Q(X, A1) en
termes dépendants chacun d’un seul parametre. Ainsi, on peut opérer la maximisation
séparée de cette fonction Q(., \"~1)) par rapport & chacun des parametres. En outre,
les parametres sont associés & des probabilités de transition de parents a enfant pour
certains sommets de G, et les quantités associées a ces parametres dans Q(A,)\(”_l))
sont pondérées par la probabilité conditionnelle de ces sommets sachant les variables
observées. Par ailleurs, la principale difficulté de 1’algorithme EM est le calcul de ces
probabilités conditionnelles.

Les résultats précédents ne reposent en réalité que sur I’hypothése d’'un modele a
structure orientée acyclique et sur la paramétrisation. Leur nouveauté n’est pas évidente :
elle tient avant tout a notre facon de définir les modeles de Markov cachés et a la
paramétrisation choisie. Nombreuses sont en effet les publications ou la question de la
paramétrisation est traitée de maniere vague, ce qui pose évidemment des problemes
pour décrire 'estimation des parametres. Notre apport dans ce domaine est avant tout
une description rigoureuse du modele et de sa paramétrisation, opérant une distinction
entre modeles homogenes et non homogenes. Il consiste aussi en une présentation et une
justification claire de ’étape M de I'algorithme EM pour I'estimation des parameétres
dans ces modeles, y compris dans le contexte ou I’on ignore a priori si certaines variables
aléatoires Y, a valeurs discretes sont observées ou non, et dans le cas également ou des
variables aléatoires observées sont a valeurs continues. Dans ce dernier cas, nous avons
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donné des formules explicites pour la réestimation des parametres d’émission dans le
cas de familles exponentielles, en utilisant et en généralisant au cas non indépendant le
résultat de Redner et Walker, 1984.

La spécificité de 'estimation dans les modeles de la classe D tient donc avant tout
a la maniere d'implémenter I'étape E. Ceci repose sur plusieurs propositions, dont la
suivante.

Proposition 1 Soit u € U un sommet du graphe G d’indépendance conditionnelle. Alors
il existe une clique C de l’arbre de jonction contenant {u}U pa(u).

Démonstration

Par définition, Vv € pa(u), (v,u) est un arc de G. De plus, par moralité de
g, V(v,?') € pa(u)?, v # v' = [(v,v') est un arc de G ou (v',v) est un arc
de G|. Par conséquent le graphe {u}U pa(u) est complet. Il peut étre plongé
par ajout de sommets dans un graphe complet maximal C qui est donc une
clique de I'arbre de jonction.

Par conséquent, pour pouvoir calculer les probabilités Pyu-1)(Sy = 7, Spa) = Qus|Y =
y) nécessitées par I’étape E de l'algorithme EM, il suffit de savoir calculer P(S; =
sc|Y = y) pour toutes les cliques C de 'arbre de jonction et pour toutes les valeurs
possibles s¢ € Sc.

De plus, nous montrerons dans la section 2.4.1 que la structure des modeles de la
classe D admet une unique source (proposition 4). Il y aura donc un seul parametre de
type (m}')ic(1,..,k} & estimer (noté 7). Dans le cas oll une seule réalisation du processus
observé est utilisée pour estimer les parametres, nous savons par la remarque 2.2 que
I’estimateur de maximum de vraisemblance de 7 correspond a une loi de Dirac.

2.3.4 Interprétation a posteriori

Au vu des formules de réestimation, nous pouvons interpréter 1’algorithme EM comme
suit : plagons-nous dans le contexte de la maximisation de la log-vraisemblance complétée
In(Lys(A) = In(P\(Y = y,S = s)). Si la valeur de S était connue, la maximisation
de In(L, 4(\)) reviendrait en substance a effectuer des comptages, puisqu’il s’agirait de
maximiser ’expression (2.10). Le cadre est de nouveau celui de modeles de Markov cachés
a structure orientée, paramétrés de la facon décrite précédemment. Les autres hypotheses
n’interviennent pas a ce point de I’exposé. Nous traitons le cas de modeles homogenes ou
une seule réalisation du processus observé est utilisée pour estimer les parametres, mais
les autres cas se traitent de la méme maniere. La maximisation de cette quantité conduit
aux estimateurs de maximum de vraisemblance complétée, pour les lois des sources,

Z ][{:cuzi}

ﬁ_(a) _ u€u
’ card (@)

Pour les probabilités de transition, les formules de réestimation sont

Z ]I{zu =i,&pa(y) =0}

(@) _ u€l
@t card({u € 0| Ty = a})
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Les formules de réestimation des parametres d’émission sont données par la résolution

de
Vg Py (Yu)

2 P,w (yu)

ucu Oa

@pac=a} = 0

Dans le cas de lois gaussiennes, on obtient les estimateurs

Z ]I{mpa(u):a}yu

ot uEw

Ha = card({uea | zp,,)=a})
t iy -0
S, = 2 e, 0)=a) (Wu—ia) (yu—fia)

card({ueu| Tpa(u)=a})

Les cardinaux intervenant aux dénominateurs peuvent étre vus comme des sommes d’in-
dicatrices également, par exemple card({u € 4| T,.u) = a}) = ;H{wpa(u):a}.
ucu

Comme le processus s est en réalité inobservé, on remplace les indicatrices faisant
intervenir des variables cachées par leur espérance conditionnelle sachant les données
observées. S’agissant d’espérances conditionnelles de variables indicatrices, on est en fait
amené a calculer des probabilités conditionnelles. Ainsi

1. My, =i est remplacé par P(S, = i|Y = y) si X, est la variable cachée S,

]I{wpa(u)—a} spa(u)—au }]I{ypa(u) —auy } est remplacé par
P(Suw) = ays|Y = yf ypa(u) =ayy }

3. ]I{acu =i Epa(u) = a} — ]I{su:i,spa(u):aus}]I{ypa(u):auy}]Ius (U') est remplaCé par
P(Sy=1,8w =aus}|lY =y ]I{ypa(u):auy} si X, est la variable cachée S, et
]I{spa(u)_aus}ll{ypa(u):auy}Iluy (u) est remplacé par
P(S,.w) = aus }|Y = y)ﬂ{ypa(u):auy}éyu,i si X, est la variable observée Y.

Or la loi P = P,, par rapport a laquelle on désire calculer ces probabilités est in-
connue puisque le but est justement d’estimer )\g. C’est pourquoi on a recours a un
algorithme itératif qui suppose connue une valeur courante A(®~1) du paramétre et cal-
cule la valeur suivante grace aux formules de réestimation (2.11), (2.12), (2.13) et (2.14)
ol les probabilités sont calculées sous la loi Py-1).

Le principe consistant a

1. calculer la loi P (s) = Py-1 (S = s|Y = y) (étape E);
2. maximiser IFp,-1y[In(P\(S =s,Y = y))| (étape M),
est étudié dans Neal et Hinton, 1988 [96], ou il est présenté comme une méthode de

maximisation alternée. Les auteurs montrent qu’une itération de EM est équivalente a
la maximisation de la fonction F' définie par

F(P,\) = Ep[ln(P\(Y =y, 8))] - Ep[ln(P(S))],

conjointement par rapport aux variables P et A. La fonction F peut également étre vue
comme

F(P,\) = =KL(Pyy||P) + £, ())

[ Ps)
! (Pk,y(s))

KL(P,,||P) = / In( PI; 5‘2))15(3) ds = IEp
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désigne la divergence de Kullback-Leibler entre Py, et P, Py,(s) désignant Py(S =
s|Y = y) et P(s) désignant P(S = s). Etant donné que IEs[In(P(S))] ne dépend pas
de A, une itération de EM est équivalente a l'itération ci-dessous :

1. calculer P = argmax F(P, A=) (étape E),
2
2. calculer AW = arg max F(P® )\ (étape M).

La solution de étape E est P = Py@-1 4. Ce résultat explique I'usage des probabilités
conditionnelles des états cachés sachant les données observées, car c’est la distribution
optimale au sens du critere F.

D’autre part, il est équivalent de considérer que, pour u € Us, S, est une variable
aléatoire cachée & valeurs dans S,, et que S, (Sé))zessu est un vecteur aléatoire caché
de type vecteur indicateur a valeurs dans I’ensemble des vecteurs de la base canonique
(e1,...,ex) de RX avec K = card(S,). La j***composante du vecteur S, vaut 1 si et

(1) _

seulement si la valeur de I’état caché est j, et vaut 0 sinon, soit Sy S..i- On a alors

P(S, =1Y =y) = IE[SUZ)|Y = y|. Ce changement de notation s’étend aux processus
aléatoires & valeurs discretes. On peut alors considérer que 'algorithme EM remplace
les variables aléatoires cachées par leur espérance conditionnelle sachant les données
observées.

Cette interprétation, valable dans le cas des modeles de Markov cachés, ne D’est
pas toujours dans le contexte d’autres modeles a données manquantes. De plus, si elle
s’applique a I’estimation des lois des sources et des probabilités de transition pour tous
les modeles de Markov cachés, elle peut ne pas s’appliquer a ’estimation des parametres
d’émission pour des familles de lois d’émission autres que la famille exponentielle.

2.3.5 Algorithmes de restauration-maximisation

Dans la section 2.3.4, nous avons vu que l'algorithme EM pouvait étre considéré, dans
le cas des modeles de Markov cachés, comme un algorithme itératif d’estimation des pa-
rametres revenant a remplacer, dans les estimateurs de maximum de log-vraisemblance
complétée, les données manquantes par leur espérance conditionnelle sachant les données
observées. Cette interprétation est valable pour I'estimation des lois des sources et des
probabilités de transition. Elle reste valable pour ’estimation des parametres d’émission
dans le cas de la famille exponentielle. Dans ce qui suit, nous présentons d’autres algo-
rithmes consistant a remplacer les données manquantes dans les estimateurs de maximum
de log-vraisemblance complétée : ce sont les algorithmes de restauration-mazimisation.

Définition et stratégies de restauration

Les algorithmes de restauration-maximisation ont pour but ’estimation des parame-
tres A de modeles & données incompletes S & partir d’une (ou plusieurs) réalisation(s)
y du processus observé Y. Dans de tels modeles, o1 ’estimation par maximum de vrai-
semblance est souvent impossible de maniére directe (typiquement, pour les modeles de
Markov cachés), ces algorithmes itératifs fonctionnent comme suit (voir Qian et Titte-
rington, 1991 [101]). A partir d’une valeur initiale A®) des paramdtres, ils utilisent, &
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I’itération 7, les deux étapes suivantes :

— Restauration : les données manquantes s sont remplacées par la valeur s en
utilisant la valeur courante A™ du parametre et les données observées y,

— Magimisation : la valeur A\ est déterminée par maximisation en \ de la log-
vraisemblance complétée In(L,, s (N))-

Les algorithmes de restauration-maximisation différent essentiellement par leur stratégie
de restauration. Les stratégies les plus connues sont décrites ci-dessous. Les valeurs man-
quantes sont remplacées par :

— leur espérance conditionnelle sachant Y = y, calculée sous la loi P;(,. Comme
nous l’avons vu dans la section 2.3.4, c’est la stratégie de ’algorithme EM pour les
modeles de Markov cachés (sous la condition, pour les lois d’émission, d’apparte-
nance a la famille exponentielle) ;

— leur valeur la plus probable sachant ¥ = y et pour la loi P5). La quantité
s = arg max P;.) (8 = s|Y = y) est appelée valeur du MAP (Mazimum A Pos-

teriori). Souvent utilisé en reconnaissance de parole par chaines de Markov cachées,
I’algorithme correspondant est appelé algorithme de Baum-Viterb: par Ephraim et
Merhav, 2002 [47]), puisque dans ce contexte, les formules de 1’étape M sont dues
a Baum et al., 1970 [7] et 'algorithme du MAP est di & Viterbi, 1967 [117]. Cet
algorithme est également utilisé pour I’identification de mélanges indépendants, ol
il est connu sous le nom CEM, pour Classification EM (voir Celeux et Govaert,
1992 [23]) ;

— une ou plusieurs valeur(s) aléatoire(s) tirée(s) suivant la loi P;,)(S = s|Y =y)
(algorithme Stochastic EM ou SEM, introduit par Celeux et Diebolt, 1985 [20] dans
le cadre des modeles de mélange) ou suivant la loi P;q) (Sy = su|Sunu = St0\u, Y =
y) (algorithme EM a la Gibbs, introduit par Robert et al., 1993 [106] dans le cadre
des chaines de Markov cachées).

Les propriétés de ces algorithmes sont détaillées dans la section 2.6.

2.3.6 Application aux arbres de Markov cachés

Le modele des arbres de Markov cachés a été introduit par Crouse, Nowak et Bara-
niuk, 1998 [32]. Les auteurs proposent une paramétrisation et un algorithme EM d’esti-
mation des parametres par maximum de vraisemblance. Nous rappelons la structure de
ce modele présenté dans la section 1.3, figure 1.7

S1

A
i

Sa

Fi1a. 1.7 - La structure des modéles d’arbres de Markov cachés.
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Paramétrisation

La structure des modeles d’arbres de Markov cachés posséde une unique source S;
qui est un état caché. On lui associe une loi (7;);es, = P(S1 = 1))ics, . Les arcs du graphe
sont de deux types (S, désigne le parent de S, dans le graphe) :

1. les arcs (Sp(),Su), associés aux parametres de transition pgq:gu),su car Sy est

I'unique parent de S, ;

.z N 7 . . u .
2. les arcs (S,, Y,), associés aux parametres d’émission Ogu) car S, est I'unique parent

de Y,.
Dans le cas d’un modele homogene ou tous les états prennent leur valeur dans ’en-
semble {1,..., K}, les parameétres se restreignent a la loi = de 1’état source (ou racine

de l’arbre, ou état initial) S1, les probabilités de transition p;; = P(S, = j|S,w) = 1) et
les parametres d’émission (Gi)ie{l,_"’K} tels que, sachant S, =i, Y,, suit la loi Py,. Nous
considérons, ci-dessous, I’exemple ol la famille Py, est la famille des lois gaussiennes,
indexée par les parametres 6; = (u;, %;).

Estimation des parameétres

L’application des résultats (2.11) et (2.13) au modele d’arbre de Markov caché ho-
mogene défini ci-dessus conduit directement aux formules de réestimation suivantes,
lorsque I’algorithme EM est utilisé pour I'estimation des parametres :

Loi de I’état initial c A = Py (S =il =)
o > Pro-0(Su = J, Spw) = 1Y = y)
n — u
" ZP,\(W—ﬂ(Sp(u) =ilY =y)
( - ZP,\(‘H—I)(SU = 7'|Y = y)yu
~n u

e S Py (Su = i)Y = y)
oy 2 Do (S =ilY = )G = )~ A7)
o =t

Probabilités de transition : p

Parametres d’émission
(dans le cas gaussien)

o > Pya-1(Sy =Y =y)

\
Dans le cas non gaussien, les parametres d’émission sont estimés par la résolution des

Vo, Py, (Yu ,
équations (2.14) : > %y(y))PA(nl)(Su =ilY =y) =0.
u 6;\Yu
Ces formules coincident avec celles de Crouse, Nowak et Baraniuk, 1998 [32]. Dans

notre cas, il s’agit d’une simple application des résultats de la section 2.3.3. Aucun calcul
théorique n’est nécessaire pour ces formules de réestimation : il suffit d’identifier, grace
au graphe d’indépendance conditionnelle, les parents de chaque sommet.
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2.4 Algorithmes de type arriere-avant pour le calcul
de probabilités

Dans la section 1.4, nous avons exposé la problématique du calcul de probabilités
dans les modeles de Markov cachés. 1l s’agit de calculer les probabilités conditionnelles
P(X 4 = 4| Xp = xp) d’'une sous-partie A des variables aléatoires du graphe, pour
toutes les valeurs possibles x4 € X4 et £p € X'g. Dans cette section, les parametres A du
modele sont fixés et connus. Nous noterons alors P = Py. Parmi les applications de tels
calculs figurent le calcul de la vraisemblance, le calcul des probabilités P(S¢; = sc|Y = y)
pour toutes les cliques C, qui sont suffisantes pour I'implémentation d’'un algorithme
EM (voir section 2.3, dont la proposition 1) et le calcul des lois P;.)(S = s|Y = y)
et Pioy(Su = sulSunfuy = Sunfu}, Y = ¥y) pour les variantes stochastiques de EM
présentées en section 2.3.5. Nous avons vu que le calcul par sommation sur toutes les
valeurs possibles des états cachés était généralement infaisable en pratique, vu le nombre
d’opérations en jeu. L’algorithme d’arbre de jonction (voir Smyth, Heckerman et Jor-
dan, 1997 [110]) permet le calcul numérique mais non analytique de ces probabilités. De
plus, il n’est pas adapté a la paramétrisation naturelle des modeles graphiques probabi-
listes orientés acycliques et rend difficile, par le manque d’interprétation de ses calculs
intermédiaires (en termes probabilistes), la détection des calculs rpts inutilement. L’al-
gorithme avant-arriere de Lucke, 1996 [87] est plus interprétable mais il est réservé aux
modeles graphiques probabilistes non orientés. En outre, lorsqu’ils sont appliqués a des
modeles de Markov cachés dynamiques, les deux algorithmes sont sujets a des instabilités
numériques. En effet, 'usage de probabilités jointes fait que les quantités calculées par
ces algorithmes tendent vers 0 quand le nombre n de variables aléatoires observées tend
vers +00.

Dans cette section, nous présentons un algorithme arriere-avant adapté aux modeles
de la classe D. Nous proposons un premier algorithme s’appuyant sur la factorisation
de la loi jointe de variables observées, qui reste donc sensible au probleme d’instabilité
numérique. Cet algorithme rend explicite le role des parametres tout en nécessitant moins
de calculs que les algorithmes d’arbre de jonction et de Lucke. Il s’appuie sur ’arbre de
jonction, qui a la propriété d’exhiber les séparateurs de sommets de taille minimale :
les séparateurs de cliques. Nous rappelons comment cette propriété permet d’utiliser
au mieux les relations d’indépendance conditionnelle, représentées par la structure du
modele, pour réduire les calculs. Il s’appuie sur plusieurs propriétés propres aux graphes
de la classe D, que nous exposons au préalable. Puis nous présentons un second algo-
rithme de type arriere-avant répondant au probleme d’instabilité numérique. Il nécessite
en général une phase supplémentaire, de type avant. Nous présentons également 1’ap-
plication de ces algorithmes de calculs de probabilités aux arbres de Markov cachés, en
montrant que notre algorithme générique basé sur la factorisation de la vraisemblance,
lorsqu’il est instancié pour ce modele, coincide avec I'algorithme ascendant-descendant
de Crouse, Nowak et Baraniuk, 1998 [32], spécifique a ce modeéle. De méme, nous mon-
trons que notre algorithme générique basé sur la factorisation des probabilités de lissage
coincide avec 'algorithme de Durand, Gongalves et Guédon, 2002 [46] pour les arbres
de Markov cachés. Ensuite, ’étude de nos algorithmes arriere-avant montre que leur
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application au calcul de probabilités (et par suite a ’estimation de parameétres par 1’al-
gorithme EM) est également possible dans le cas de modeles a structure non orientée
et triangulée. D’autre part, cette étude débouche également sur une solution simple au
probleme de I'estimation des parametres quand la log-vraisemblance complétée n’est pas
définie pour toutes les réalisations du processus caché. Enfin, nous montrons comment
nos algorithmes arriere-avant permettent I'implémentation des versions stochastiques de
EM tout en évitant les calculs redondants, a savoir ’algorithme SEM, basé sur les pro-
babilités P;.,(S = s|Y = y) et l'algorithme EM & la Gibbs utilisant les probabilités
P (Su = 54|Sur{u} = Su\fu}, Y = ¥y). Dans le cas de 'algorithme SEM, nous propo-
sons un algorithme de simulation du processus caché utilisant une seule exécution de
Palgorithme arriére-avant (pour le calcul des probabilités P(S¢ = s¢|Y = y)) puis un
parcours de I'arbre de jonction de type avant, pour la simulation proprement dite. Dans
le cas de I'algorithme EM a la Gibbs, nous nous basons sur la solution de Spiegelhalter
et al., 1996 [112] qui est algorithmiquement plus simple. Nous commentons I'usage de
ces deux algorithmes pour ’estimation bayésienne. En conclusion, nous réalisons une
synthese des avantages de nos algorithmes par rapport a celui de ’arbre de jonction puis
nous commentons les différentes utilisations qui peuvent en étre faites, avec en particulier
des suggestions d’optimisation en temps de calcul pour des modeles particuliers.

2.4.1 Propriétés des graphes de la classe D et applications a
I’algorithme arriere-avant

La terminologie d’algorithme arriére-avant est empruntée au vocabulaire des chaines
de Markov cachées. Dans ces modeles, les probabilités intervenant dans I’étape E de 1’al-
gorithme EM sont calculées par un parcours du processus ¥ = (¥:)ie{1,... n} dans I'ordre
des t croissants (phase avant) puis des t décroissants (phase arriere). Cet algorithme
de calcul de probabilités est di, a 'origine, & Chang et Hancock, 1966 [27] puis a été
redécouvert par Baum et al., 1970 [7]. Il se base sur une décomposition de la vraisem-
blance, pour le calcul de laquelle une seule des deux phases suffit. Dans cet algorithme,
la phase avant et la phase arriere peuvent étre exécutées dans un ordre quelconque mais
par tradition, la phase avant est souvent réalisée en premier. Dans le cas des modeles de
Markov cachés de la famille D, plus généraux, c’est I'arbre des cliques qui est parcouru
dans deux sens opposés. L’existence d’un arbre de cliques est assuré, dans la famille D,
par le caractere triangulé de la structure. L’équivalence entre ce caractere triangulé et
I’existence d’un arbre de cliques a été démontré de maniere indépendante par Buneman,
1974 [15], par Gavril, 1974 [57] et par Walter, 1972 [118]. L’ordre d’exécution des phases
est imposé par le fait que la phase avant utilise les résultats de la phase arriere, qui
doit donc avoir lieu en premier. Nous supposons disposer de données observées y € )
fixées. Le modele utilisé est supposé entierement spécifié (c’est-a-dire de structure et de
parametres connus). Le but de la phase arriére est de calculer la vraisemblance ainsi que
certaines probabilités intervenant dans la phase avant (détaillées ci-dessous). Le but de
la phase avant est de calculer les probabilités P(S¢ = s¢|Y = y) pour toutes les cliques
C de l'arbre de jonction et pour toutes les valeurs possibles s¢ € S¢, ce qui est suffisant
pour I'implémentation d’un algorithme EM d’apres la proposition 1.

Notre algorithme arriere-avant est inductif au sens ou une certaine quantité est as-
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sociée a chaque clique, cette quantité se déduisant de celles associées a des cliques déja
parcourues. Nous verrons ceci dans la section 2.4.2, avec en particulier la formule de pro-
pagation (2.20). L’ordre de parcours de I’arbre des cliques est déterminé par le fait que
notre algorithme arriére calcule la loi d’'une quantité croissante de variables aléatoires ob-
servées, conditionnellement & des variables aléatoires les séparant des cliques voisines (les
séparateurs de cliques). Par conséquent, si la loi de ces séparateurs de cliques est connue,
nous sommes en mesure de calculer la loi jointe d’ensembles de variables aléatoires ob-
servées déja parcourues; or la loi des séparateurs de cliques est inconnue a chaque étape
du parcours de I'arbre des cliques. Cela ne pose pas de probléme si le parcours de cet
arbre s’achéve en une clique Cy pour laquelle la loi de X, est connue. En effet, la loi de
ses séparateurs de cliques est, dans ce cas, également connue et on en déduit la loi de
toutes les variables aléatoires observées déja parcourues, c’est-a-dire la vraisemblance.
Autrement dit, la connaissance de la loi de X, permet de passer de lois conditionnelles
a la loi jointe de Y.

De maniere plus imagée, ’algorithme arriere part du principe que pour chaque clique,
on saurait calculer la loi jointe de tous les Y, rencontrés jusqu’ici dans le parcours si la
loi de ses séparateurs de cliques était connue. On peut continuer ainsi jusqu’a ce que
toutes les cliques soient parcourues, mais on ne peut en déduire la vraisemblance que
si a la fin, la loi des séparateurs de cliques est réellement connue. C’est le cas si la
clique d’arrivée est choisie de maniere judicieuse. Nous montrons dans cette section des
propriétés issues des hypotheéses faites sur la famille de modeles considérée. Rappelons
que ces hypotheses concernent essentiellement le graphe d’indépendance conditionnelle
du modele. Ces propriétés visent a établir qu’il existe une clique Cy pour laquelle la loi
de X, se déduit tres simplement des parametres (propriété 5). Cette propriété s’appuie
en partie sur le fait que les modeles de la famille D admettent un unique état initial S
(ou état source, voir propriété 4). Comme toutes les propriétés démontrées dans cette
section, l'intérét de la propriété 4 va au-dela de la démonstration de 'existence de la
clique Cy décrite ci-dessus. Elle a des conséquences sur la compréhension des modeles de
la famille D ; en 'occurrence, ’existence et 'unicité de 1’état initial entraine une nouvelle
interprétation du modele. Elle permet de définir une notion d’origine, au sens graphique
mais donc aussi au sens causal, autrement dit 1’existence d’une variable aléatoire qui,
au sens des graphes orientés, influence toutes les autres, directement ou non. Cette
proposition implique aussi une certaine contrainte sur les parametres (existence d’un seul
parameétre de type m avec m; = P(Xg, = j)). La proposition 2 établit que les sommets
d’une clique peuvent étre ordonnés par leur degré entrant (nombre d’arcs entrants). Ceci
permet, dans les propositions suivantes, de désigner les sommets du graphe de maniere
simple. Cette proposition sert également de base a la démonstration de la proposition
3, qui intervient dans la preuve de 'existence de la clique Cy. La proposition 3 concerne
I’étude des sommets u du graphe d’indépendance conditionnelle dont tous les parents sont
dans une clique C contenant u. Ces sommets jouent un réle particulier vu que les calculs
de probabilités les concernant sont plus aisés, du fait qu’ils vérifient cette propriété. En
effet, la recherche des parents de ces sommets est immédiate. D’autre part, la loi de X
fait intervenir, dans ce cas, la probabilité de transition entre les parents de u et u, qui
est directement donnée par I'un des parametres du modele. La proposition 3 montre que
pour toute clique C, & partir d’un certain rang (au sens de 1’ordre de la proposition 2),
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les sommets de C ont tous leurs parents dans C. La clique Cy n’est en fait rien d’autre
qu’'une clique dont chacun des sommets vérifie cette propriété.

Dans tout ce qui suit, nous supposerons que le graphe G = (U, ) suit les hypothéses
de la classe D. Etant donné une partie A de U, nous noterons G(A) le graphe engendré
par A. Nous identifierons parfois un sommet u du graphe avec la variable aléatoire X,,.
Pour tout sous-graphe G', la notation u € G' (respectivement X, € G') signifie que
le sommet u (respectivement le sommet X,) appartient & I’ensemble des sommets du
graphe G', noté U(G'). Si (G))icr est une famille de sous-graphes de G indexée par I,
nous désignerons par |J G! le sous graphe engendré par les sommets des G!. Etant donné

i€l
un graphe 7 dont ’ensemble des sommets {G!|i € I} est une partie de ’ensemble des
sous-graphes de G (par exemple si 7 est un arbre de jonction), nous identifierons parfois

T avec le graphe [J G!. Nous étendons alors la notation U(7) pour désigner U (| G!),

icl icl
autrement dit l’enseemble des sommets de U qui apparaissent dans les sommets fie T.
Nous noterons la relation de parenté par le symbole —, la notation u — v (ou X, — X,)
signifiant que u est parent de v (soit : (u,v) € &€, ce qui se traduit également par u €
pa(v)). La notation <> est utilisée pour désigner 1’adjacence, u <> v (ou X, < X,)
signifiant [(u,v) € € ou (v,u) € &].

Le premier résultat énonce qu’un graphe complet, orienté et acyclique admet une
unique source (i.e. un sommet sans parent). Cette proposition servira essentiellement
a numéroter les sommets d’une clique en les ordonnant par leur degré entrant (nombre
d’arcs entrants d’un sommet) pour pouvoir désigner de maniére compacte les relations de
parenté entre sommets. Ce résultat est illustré par la figure 2.1, dans le graphe engendré
par la clique C; (en gras sur la figure).

Proposition 2 Soit G' = (U',E") un graphe complet, orienté et acyclique contenant Ng
sommets. Alors G' admet une unique source.

Synopsis de la preuve.

La preuve de I'existence de sources se fait par 'absurde, en montrant qu’un graphe sans
source admet des chemins aussi longs qu’on veut, donc au moins un circuit. L’unicité de
la source est une conséquence directe de la complétude du graphe.

Démonstration

On suppose Ng > 2, le résultat étant évident sinon.

Existence : si G’ n’admet aucune source, on peut montrer par récurrence
sur [ que G’ admet un chemin de longueur /. On note HR; I'hypothese de
récurrence au rang [.

HR; : il existe, dans G', un chemin (Xj,..., X;) de longueur /.

HR, : soit X; € U'. X; n’est pas une source de G’ car ce graphe n’admet
aucune source. Donc 3X, € U, Xy — X et (X3, X;) est, dans G', un chemin
de longueur 2.

HR; = HR;;; : par HR;, il existe un chemin (X, ..., X;) de longueur [ de
sommets de G'. Or X; n’est pas une source de G’ car ce graphe n’en admet
aucune. Donc 3X;,; € U', X;,1 — X;. La chaine (X1, X}, ..., Xj) est alors,
dans G', un chemin de longueur [ + 1.

Conclusion : pour tout entier [ > 1, il existe dans G’ un chemin (X, ... , Xj)



57

de longueur /. Or le nombre de sommets Ng de G est fini donc le chemin
(XNg+15- -+ ,X1) passe deux fois par le méme sommet. Autrement dit, ce
chemin contient un circuit, ce qui est exclu car G’ est supposé sans circuit.
Donc G’ admet une source S.

Unicité : si S et S’ sont deux sources distinctes de G', alors comme c’est un
graphe complet , il vient S <> S’. Par conséquent, soit S — S’, ce qui est
exclu car S’ est une source dans G’, soit S’ — S, ce qui est exclu car S est
une source dans G'. Par conséquent, G’ admet une unique source.

x®

Fic. 2.1 — La numérotation des sommets d’une clique. Les sommets de la clique C;
peuvent étre ordonnés suivant le nombre de leurs parents dans C;. Ainsi, Xi(l) n’a aucun

parent dans C;, Xi(Q) a un parent dans C;, etc.

Une conséquence en est qu’il existe exactement un sommet de degré entrant [ —1 dans
G', pour tout [ € {1,..., Nc}. En effet, G’ admet une source X() de degré 0 d’apres la
proposition 2. Or G(U\{X™}) est un graphe complet donc la proposition 2 s’applique :
ce graphe admet une source X® qui admet donc comme seul parent X dans G’ et
est de degré 1. On crée ainsi par récurrence une suite X de sommets de degré entrant
I —1 dans G', pour I € {1,...,N¢} ce qui permet d’ordonner ces sommets par ordre
strictement croissant de degré entrant.

Remarque 2.3 Il est immédiat d’adapter la démonstration ci-dessus pour montrer l’exis-
tence et l'unicité d’un puits (sommet sans arc sortant) dans G'. Ceci permet d’ordonner
les sommets de G' en fonction de leur degré sortant.

Soit C; une clique de U (donc un sous-graphe complet) ; on peut ordonner les sommets
de G(C;) de la maniere décrite ci-dessus. Nous garderons la notation {XZ-(l), e ,XZ.(NC")}

pour les sommets de C;, de sorte que Xi(l) possede exactement [ — 1 parents dans C; (voir
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figure 2.1). Nous avons alors, de maniére immédiate, la propriété suivante :
Vie{2,...,Net, (XU ... XYY c pa(x®), (2.16)
ce qui s’écrit également
Vie{l,...,Ne}, VI €{2,...,Ne}, [I<l'=Xx" o x")

En fait, on va montrer qu’il y a égalité dans (2.16) & partir d’un certain rang v*(C;)+1
(au sens de l'ordre défini ci-dessus). Autrement dit, la proposition 3 ci-dessous établit qu’a
partir de ce rang, les sommets de C; ont tous leurs parents dans C;. Ceux-ci jouent un role
particulier vu que les calculs de probabilités sont plus aisés pour les sommets vérifiant
cette propriété. En effet, la recherche des parents de ce sommet est immédiate (voir
remarque 2.4). D’autre part, la loi de X, fait intervenir, dans ce cas, la probabilité de
transition entre les parents de u et u, qui est directement donnée par I'un des parametres
du modele. Le sommet de C; de rang v*(C;) joue aussi un role particulier dans la mesure
ol il admet au moins un parent dans une clique autre que C;. La proposition 2.2 intervient
dans la preuve de l'existence d’une clique Cy pour laquelle la loi de X, se déduit tres
simplement des parametres du modele, ce qui permet de terminer I'algorithme arriere.
Ceci peut étre justifié de maniére simpliste en remarquant qu’une telle clique Cy est une
clique dont chacun des sommets a ses parents inclus dans C.

Rappelons que NC(G) représente le nombre de cliques de G et que Vg = {Co,...,

1)

Cno(g)-1} désigne I'ensemble des cliques de G. Par convention, nous posons {X;”,...,

XZ.(O)} = (). La proposition suivante est illustrée par la figure 2.2 o1 le sommet XZ-(4) a un
parent a 'extérieur de C;. A partir de [ > 4, les sommets Xi(l) ont tous leurs parents dans
C; et pa(XZ-(l)) = {Xi(l), . ,Xi(lfl)}. Ainsi, v*(C;) vaut 4 dans cet exemple. Notons que
les sommets Xi(l) avec | < 4 peuvent avoir des parents a I'extérieur de C; (cas de Xi(l) et
Xi(l)) mais peuvent aussi avoir tous leurs parents dans C; (cas de Xi(s)).

Proposition 3 S0itC; € Vg. Alors[3v*(C) € {1,... ,Ne,—1}, VI > v*(C), pa(X") =
(X, XN ou [pa(XY) = 0 et VI > 1, pa(XY) = {X{V,. XYY,

Synopsis de la preuve.

La preuve se fait en considérant ’ensemble des indices des sommets de C; admettant des
parents qui ne sont pas dans C;. Dans le cas ou cet ensemble est vide, tous les sommets
de C; ont tous leurs parents dans C;. Dans le cas contraire, cet ensemble admet un plus
grand élément v*(C;), au-dela duquel, par maximalité de v*(C;) et par moralité de G,
tous les sommets ont tous leurs parents dans C;.

Démonstration

On pose By = {L € {1,.... Ne} pa(X;") ¢ {X;,.., 51 V}).

)
Cas1:E; =0 AlorsVl € {1,...,Ng,}, pa(XP) ={x" ... X"} et
en particulier pa(Xi(l)) = (.
Cas 2 : E; # (). L’ensemble E; est une partie non vide et majorée de IN donc
admet un plus grand élément v*(C;). VI > v*(C;), [ ¢ E; par maximalité de

v*(C;), done pa(x(”) = {x{",... . x{™}.

2

Enfin, si Y est un parent de X Ne,) autre que l'un des Xi(lfl) pour
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le{l,...,Ng — 1}, alors par moralité de G, Xi(l) — XZ-(NC") ety — XZ-(NC") =
Xi(l) <+ Y. L’ensemble de sommets {Xz'(l)7 .- 7X~(Nci)a Y’} engendre un graphe

3
complet contenant la clique C;, ce qui est impossible par maximalité des

cliques. D’out Ng, ¢ E; et v*(C;) < Ng,.

Fi1ac. 2.2 — Sommets d’une clique C; ayant tous leurs parents dans C;. Le sommet Xi(4) a

un parent a l’extérieur de C;. A partir de |l > 4, les sommets Xi(l) ont tous leurs parents
dans C; et pa(Xi(l)) = {Xi(l), e ,Xz-(l_l)}. Ainsi, v*(C;) vaut 4 sur cette figure.

Remarque 2.4 1. Nous noterons parfois v*(C;) = v}

2.

3.

dans le cas ou pa(Xi(l)) =0etVl>1, pa(Xi(l)) = {Xi(l), . ,Xi(l_l)}, NOUS POSErons
v* (Cz) - 0,
dans tous les cas (que v*(C;) soit nul ou non), remarquons que v*(C;) < N¢,. Or la

(Nc¢

clique C; admet le puits X; "), d’apres la remarque 2.3. La proposition ci-dessus

prouve que XZ-(NC") a tous ses parents dans C;,

le calcul de probabilités est plus aisé pour les sommets Xi(l) dont l’ensemble des
parents est inclus dans C; (en particulier ceur qui vérifient | > v}). En effet,
l'inférence dans les modéles graphiques acycliques est basée sur la propriété qu’une
variable aléatoire est indépendante de ses non descendants sachant ses parents. La
détermination des parents ne requerra pas de recherche parmi toutes les cliques
du graphe pour de tels Xi(l). En fait, plus v} sera proche de zéro, plus l'inférence
sera facile pour les variables aléatoires de cette clique, ce qui explique aussi le role
particulier des cliques vérifiant v =0

Nous aurons besoin, dans I’algorithme arriere de la section 2.4.2, de terminer le par-
cours de I’arbre de jonction par une clique stable pour la relation de parenté (autrement
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dit, égale a son graphe ancestral, ou encore de valeur v* nulle), donc contenant une
source. L'intérét d’une telle clique est rendu évident par la formule (2.25) : il peut étre
vu comme un algorithme récursif, et par nature, nécessite que la valeur recherchée soit
connue quand 'algorithme s’arréte. Autrement dit, nous sommes dans un contexte ou si
nous connaissons une certaine quantité courante, alors nous savons calculer la quantité
suivante. En définitive, le calcul de la quantité finale n’est possible que lorsque la quantité
initiale est connue, ce qui n’est pas le cas avant la fin de ’algorithme. En I'occurrence,
notre algorithme arriere calcule la loi conditionnelle des variables aléatoires observées
déja parcourues, sachant les séparateurs de cliques. Pour pouvoir calculer la loi jointe de
toutes les variables aléatoires observées, il faut et il suffit de terminer par une clique Cy
telle que la loi de X, soit connue. La loi de ses séparateurs s’obtient alors aisément, ce
qui permet de passer des lois conditionnelles citées ci-dessus a la loi jointe de Y.

Ainsi, nous cherchons une clique Cy telle que P(X¢, = @¢,) soit une fonction simple
des parametres; c’est le cas si tous les sommets de Cy ont tous leurs parents dans Cy,
puisqu’alors

P(Xa, = 26) = PX{Y = o) [[ PXO = o)X = o, XE) = 5570,

i>1
les probabilités P(Xéi) = ac(()i)|Xél) = :L'(()l), e ,Xéiil) = x(()ifl)) étant données par les
parametres du modele, vu que pa(XéZ)) = {Xél), . ,Xélil)}. La propriété d’existence

d’une telle clique Cy repose sur l'existence et I'unicité d’une source dans G. L’existence
de sources dans des graphes orientés acycliques est une propriété connue. Nous pouvons
en fait montrer 'unicité de la source. Cette propriété et sa démonstration sont illustrées
par la figure 2.3

Proposition 4 Le graphe orienté, acyclique, moral et (faiblement) connexe G admet
une unique source Sy.

Synopsis de la preuve.

La preuve se fait par ’absurde, en supposant ’existence de deux sources S; et Sy. On
considere alors un chemin entre S; et S3. On montre ensuite par récurrence, en s’appuyant
sur le caractere moral de G, qu’il existe des chemins de plus en plus courts entre S; et
So. Ainsi, on arrive a montrer I’adjacence de ces deux sommets, ce qui contredit le fait
que ce soient des sources.

Démonstration

Unicité : soient S; et Sy deux sources distinctes de G. Par connexité de G,
il existe une chaine (S, Xl(l), . ,X](Vl), Ss) entre S; et Sy, de longueur N + 2
ou N € IN*. On montre alors par récurrence sur k qu’il existe une chaine de
longueur N + 2 — k entre S et Sy, pour toute valeur de k.

HRy : :sil <k < N, il existe une chaine (Sl,ka),... ,X](\’f)_kﬂ,Sg) de
longueur N — k + 3 entre Sy et Ss.

HR; : : traité ci-dessus.
HR; = HRyy1: sil <k+1 < N, alors par HRj, et quitte a renuméroter les
sommets, il existe une chaine (S, X1, ... , Xn_k41,52) de longueur N —k+3

entre S; et So. Posons Xy = 51 et Xy_g120 = S2. Comme S; et Sy sont des
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sources,
Ele{l,,N—k-i-].}, [Xj_1—>Xj et X]+1—)X]]

Par moralité de G, on en déduit X;_; <> X, ;.

Donc (S1,X1,..., Xj-1,Xj41,- - , Xn—k+1,52) est une chaine de longueur
N—-k+2=N-(k+1)+3.
Conclusion : pour ¥ = N — 1, on en déduit qu’il existe une chaine

(S1,X,S2) entre S; et Sp. Par moralité de G, on obtient S; <> S, ce qui
contredit le fait que S; et S5 sont deux sources. Par conséquent, la source de
G est unique.

Remarque 2.5 1. Dans tout ce qui suit, la notation Sy continuera a faire référence
a l'unique source de G.

2. Nous pouvons déduire directement de la démonstration le lemme sutvant :

Lemme 1 Soit un sommet dans un graphe orienté, acyclique, moral et (faible-
ment) conneze admettant deux ancétres X et X'. Alors X et X' sont adjacents.

Ce lemme est également illustré par la figure 2.3.

F1G. 2.3 — L’unicité de la source dans un graphe G orienté, acyclique, moral et faiblement
connexe. Le caractére moral de G fait que si le sommet Xél) admet deux ancétres S, et
Sy, ceuz-ci doivent étre adjacents. Ceci exclut le fait que S; et Sy soient deuzr sources.
On en déduit l'unicité de la source de G.

Nous pouvons a présent montrer qu’il existe une clique Cy égale a son graphe ances-
tral et par laquelle nous allons pouvoir terminer I'algorithme arriére. La démonstration
s’appuie sur un lemme qui sera utile maintes fois par la suite. Ce lemme fait le lien
entre I'arbre des cliques et les parents d’un sommet, en montrant que deux sommets
adjacents appartiennent a une méme clique (pas forcément unique). Une telle clique est
située, dans I’arbre de jonction, entre toutes les cliques contenant X et toutes les cliques
contenant X'.

Lemme 2 Soit C et C' deux cliques de Vg. Soit X € C et X' € C'. Alors X + X' =
(X € ouX'€C ouil existe C" € Vg, entre C et C' dans ’arbre des cliques et contenant
X et X'].
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Synopsis de la preuve.

La preuve découle du fait que dans ’arbre de jonction, pour toute paire de cliques (C, ('),
I'intersection des cliques C et C' est contenue dans toute clique du chemin entre C et C'.
Démonstration

Le graphe ({X, X'}, {{X, X'}}) constitue un graphe complet, donc c’est un
sous-graphe de I'une des cliques C" de Vg, qui contient donc X et X'. Il existe
un unique chemin dans ’arbre de jonction entre deux cliques quelconques.
Cas 1 : le chemin entre C" et C dans ’arbre de jonction passe par C'. Alors
par définition d’un arbre de jonction, C"NC' C C. Comme X € C et X € C”,
alors X € C'.

Cas 2 : le résultat s’obtient par permutation des roles de C et C'.

Cas 3 : le chemin entre C et C' dans 'arbre de jonction passe par C”, clique
de Vg contenant X et X'.

Remarque 2.6 1. Remarquons que dans le cas ot C et C' sont voisines dans ’arbre
de jonction, le dernier cas ne peut se produire et alors X € C' ou X' € C.

2. Dans le cas 8, par propriété de ’arbre de jonction, toute clique entre C et C" sur
Parbre de jonction contient X et toute clique entre C' et C" contient X'.

Ce lemme est complété par le lemme suivant, qui prouve que si X est un sommet d’une
clique C, 'ensemble des parents de X est compris dans une partie de 'arbre de jonction
tronqué a partir de la clique C. Ceci est illustré par la figure 2.4. La clique C sépare
I’arbre de jonction en plusieurs sous-arbres. L’'un d’entre eux, représenté ici en traits
pleins, contient tous les parents de X, par exemple X'.

Lemme 3 Soit un sommet X appartenant a une clique C. Si X admet un parent n’ap-
partenant pas a C mais a une clique C', alors ’ensemble des cliques C" telles que C n’est
pas sur le chemin entre C" et C' dans ’arbre de jonction contient tous les parents de X.

Synopsis de la preuve.

Comme pour le lemme précédent, la preuve découle de la définition de I’arbre de jonction
(propriété dite d’intersection).

Démonstration

On suppose que X' € €'\ C est un parent de X. Soit X" un parent de X.
Alors par moralité de G, X’ <> X" et I’ensemble {X, X', X"} engendre un
graphe complet qui est un sous graphe d’une clique C” de I’arbre de jonction,
différente de C car elle contient X'. Si C est situé sur le chemin entre C” et
C', alors par propriété d’intersection de I’arbre de jonction, C" N C' C C d’ou
X' € C, ce qui contredit notre hypothése de départ. Donc X" appartient a
une clique C” telle que C n’est pas sur le chemin entre C” et C' dans arbre
de jonction.

Nous pouvons a présent montrer ’existence d'une clique Cy telle que vj = 0, c’est-a-
dire une clique sans parent extérieur a Cy (ou encore ancestrale), par laquelle se termine
I’algorithme arriere.

Proposition 5 Il existe une clique Cy = {Xél), e ,XéNCO)} de G telle que pa(Xél)) =0

(autrement dit, X = Sy) et VI € {2,... ,Ne},  pa(xg”) = {x§",..., x§" V).
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F1G. 2.4 — Localisation des parents d’un sommet X dans [’arbre de jonction. Les cliques
sont représentées par des hexagones, liés par les arétes de [’arbre de jonction. La clique
C sépare l’arbre de jonction en plusieurs sous-arbres. Celui représenté en traits pleins
contient tous les parents de X, par exemple X'.

Synopsis de la preuve.

Nous savons par la propriété 4 que le graphe G admet une unique source Sy. Dans le cas
simple ou Sy appartient a une seule clique, nous montrons par I’absurde que cette clique
vérifie la propriété désirée.

Dans le cas ol Sy appartient a plusieurs cliques, nous montrons que le graphe engendré
par ces cliques contient aussi les parents de ses sommets (propriété illustrée par la fi-
gure 2.5). Puis nous montrons par récurrence que cette propriété reste vraie lorsqu’on
supprime certaines cliques contenant Sy. La récurrence permet en fait de toutes les sup-
primer jusqu’a ce qu’il n’en reste qu’une, qui par définition, contiendra les parents de
tous ses sommets. Cette clique est donc la clique Cy recherchée. On va en fait montrer
a chaque pas de la récurrence qu’il existe une clique contenant Sy pour laquelle tous les
sommets, a partir d’un certain rang (donné par la proposition 3), n’ont aucun descen-
dant dans les autres cliques contenant Sy. On prouve alors que supprimer ces sommets
du graphe revient a supprimer 'une des cliques contenant Cy et que les cliques restantes
contiennent encore les parents de leurs sommets. Pour montrer, a chaque étape de la
récurrence, qu’il existe une clique C; pour laquelle, a partir du rang v, tous les sommets
n’ont aucun descendant dans les autres cliques contenant Sy, on procede par ’absurde.
Si pour toute clique C;, il existe un sommet de rang v} + k; avec k; > 0 ayant un des-
cendant dans ’'une des cliques pas encore supprimée, on construit un circuit dans G par
récurrence (ce qui fait que la preuve comporte deux récurrences emboitées).

Démonstration

Cas 1 : Sy appartient & une seule clique C; = {Xi(l), . ,XZ-(NCi)}. Alors par
définition de Xi(l) et comme Sy est la source de G, il vient Sy = Xi(l). Sup-
posons qu’un certain sommet Xi(l) de C;, pour | € {2,..., N}, admette un
parent Y dans le complémentaire C{ de C;. Alors 35 # ¢, Y € C;\C;. Ainsi,

Y —» Xi(l) et Sy — XY donc par moralité de G, et comme Sy est la source, il

K3

vient So — Y. L’ensemble {S,, Y, Xi(l)} engendre un graphe complet, qui est
donc un sous-graphe d’un des éléments C de ’ensemble V; des cliques de G.
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Or C # C; car Y € C\C;. De plus Sy € C, ce qui est exclu dans le cas 1. Par

conséquent, VI € {2,...,Ng,}, pa(XZ-(l)) C {Xi(l), . ,XZ-(NCi)}. Comme, par
absence de circuit, Xi(l”’) ¢ pa(XZ-(l)) pour I' € {1,...,Ng, — [}, on obtient
pa(XP) = {xM, ..., X"V} et bien siir pa(X™) = 0.

Cas 2 : Sy appartient a plusieurs cliques. On note Cy, ... ,C, les cliques aux-
quelles Sy appartient. Nous allons alors montrer que le graphe engendré par

les sommets des cliques C;, noté [ JC;, est stable pour la relation de parenté
J
(c’est-a-dire que VX € |JC;, pa(X) C |JC;). Nous allons également montrer
J J

que cette propriété reste vraie quand on restreint I'union a une quantité de
cliques strictement décroissante, jusqu’a arriver a la clique Cy voulue.
r—k
HRy : sik <r,3(ig,..., 0 &) € {1,... ,r}rfk tel que |J C;; est stable pour
=0
la relation de parenté.

HRy : montrons que | JC; est stable pour la relation de parenté : soit ¢ < r,
J
X € C; et Y € pa(X). Nous souhaitons montrer que 1'une des cliques C,

contient Y. Comme X € C; et Sy € C;, il vient Sy <> X et S;g — X car Sy

est une source. De plus, Y — X donc par moralité de G et comme S; est

une source, Sy — Y. Le graphe ({Y, So}, {{Y,So}}) est un graphe complet,

qui est donc sous-graphe de 'une des cliques C. La clique C contient Sy donc

C e {Cy,...,C,} dou Y € G(JCj). Cette preuve est illustrée par la figure
j

2.5.
So

Fic. 2.5 — Les sommets des cliques contenant la source Sy ont leurs parents dans des
cliques contenant Sy. S1 Sy € C; et st X € C; admet pour parent Y, alors Y est dans une
clique C contenant Cy, par moralité du graphe et par définition d’une source.

HR; = HRy, 1 : par HRy, il existe une union de r — k41 cliques stable pour

la relation de parenté. Quitte a renuméroter les cliques, nous supposons qu’il
r—k

s’agit de |J C;. On va montrer (par I’absurde) que pour une certaine clique

=0
C; de cette union, pour tout [, Xi(u”" ™ w’a aucun descendant dans les C;\ Ci,

faute de quoi on peut construire un circuit par récurrence.

Cette propriété est illustrée par la figure 2.6. Le graphe représenté sur
cette figure admet pour cliques les graphes engendrés par {Sy, X1, Xo} (clique
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C;) et par {Sp, X2, X3, X4, X5} (clique C;, pour laquelle v} = 3). Supprimer
les sommets X, et X5 revient a conserver la clique C;, qui contient les parents
de ses sommets. Ceci est en accord avec la propriété ci-dessus qui établit que
les sommets au-dela de v = 3, c’est-a-dire X, et X5, n’ont pas de descendant
dans C;. En revanche, supprimer la clique C; revient a garder la clique C;, qui
ne contient pas les parents de ses sommets. En effet, X, qui est parent de
Xy, n’est pas dans C;.

X2 ¢ .
1
X3 S,
C;
N
X4 X5

F1G. 2.6 — Suppression d’une clique contenant Sy. Le graphe ci-dessus admet pour cliques
les graphes engendrés par { Sy, X1, X2} (clique C;) et par {So, X2, X3, X4, X5} (clique C;).
Supprimer les sommets X4 et X5 revient a conserver la clique C;, qui contient les parents
de ses sommets.

On utilise donc un raisonnement par ’absurde en supposant que pour tout
i dans {0,...,r — k}, il existe un k; dans {1,..., N¢, — v}} tel que XZ-(U"*M")
possede un descendant dans I'un des ensembles C; \ C;. Nous notons (x) cette
hypothese. La récurrence suivante permet alors de construire un circuit dans

g.
Rt :

il existe (dy, ... ,d;) dans {0,... ,7—k}' et un chemin passant par
sk < vk o t Ltk * otk
X;Udl dl), .. ,X;th “) ot d’extrémités Xc(iud1 4 o X;th 4
1 t 1 t
HR2 :

Nous considérons, dans la clique C;, le sommet Xl(VHkl). Par
Ihypothese (x), Xi™) admet un descendant noté XJ(-C]') dans
une certaine clique C; telle que XJ(-Cj) € C; \ C;. On note alors
xRy xle),

1. Si¢; < vi+k;, alors XJ(.Cj) — X;Uﬁkj) donc (Xf”iurkl), X](-cj), X](.V;Mj))

i S * * Lk
est un chemin passant par (et d’extrémités) X 1("1 th) ot X;”y + ]).
i 1 ;Tkj * * ks
2. Si¢; = l/]”-‘—i-kj, alors Xf"lﬂ“l) - X](_”ﬁ i) donc (Xl(vl+k1)’XJ§vJ+ ]))

. , ., * * k
est un chemin passant par (et d’extrémités) X 1(V1 ) ot X ;VJ i),

3. Si¢; > v} + kj, alors X](-U;Jrkj) — X](-cj). Par moralité de G, on

* 4k * . * * 4 o
a XJ(-VJ+ D e XU Alors soit (Xl(ulJrkl),X](-V]Jr ])) est un
chemin passant par (et d’extrémités) XY’I R op X J(-VJ N ]), soit

(.U;-f-kj) ’ X(V{‘-Hcl))

c’est le cas du chemin (X 1

J
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HR, = HR,,; :

par HR;, il existe (di,...,d;) dans {0,...,r — k}' et un chemin

+h 4y Tk +k
passant par X(le dl), . ,X;:dt ) ot d’extrémités X( atha) o
(vg, +kay)

vy +k

X (St @y thai) - Nous considérons, dans la clique Cy,, le sommet X,
+k

Par I’hypothese (), Xc(it a dt) admet un descendant noté X J( )

une certaine clique C; telle que X;cj) € C; \ C4,- On note alors

x{ata) _y x(@)

dans

1. Si ¢;j < vi + kj, en appliquant le méme raisonnement que

+k
pour HRj,, on peut construire un chemin entre X, (th ) et
X; (i +hs) passant ou non par X ; ). On obtient alors un chemin
+k +k k
passant par X( dy d1)’ . ,X(g’:dt dy) X(u +k;5)

Xt o X(VJ )

et d’extrémités

k v
2. Si¢; > v} + kj, alors dans le cas ol X( Vi tha) X( i),

obtient le résultat directement, par le meme ralsonnement que
k * 1k
dans le cas ¢ = 2. Dans le cas ou X]( vitki) _, X;';dt dt)’ D
+k )
“4: %) Jans le chemin
(v +k5)

moralité de G, le prédécesseur ¥ de X,
construit a ’étape ¢ de la récurrence est adjacent a X
SiYy — x|

X](U i) entre Y et X
I/ +k]

Si X’

( dt +kdt) . LN 192 ,
Xa, (dans le chemin construit a ’étape ¢ de la récurrence)

parent de XJ(-V;HC") (cas 2.7. b) — ou avant X( Vi tha)
existe pas (cas 2.7. ¢).

Ces trois cas sont illustrés par la ﬁgure 2.7. On obtient alors un
(v d +k dyr )

, alors on insere, dans ce chemin, le sommet

Ui tha,) (cas 2.7. a).

+k;)

vy . . A
— Y, on insere X/ apres le premier ancétre de

s’il n’en

chemin passant par tous les X , et d’extrémités deux
vy, +ka,)
des X dt,d , ce qui prouve I’ hypothese de récurrence au rang

t+1.

Conclusion : pour t = r—k+1, le nombre d’indices possibles pour les

w; dy) . . C .
sommets X, Y étant fini de cardinal r — k, le chemin ainsi construit

contient un c1rcuit, ce qui contredit I’hypothése que G est sans circuit. Ainsi,

I'hypothése () est exclue; autrement dit : il existe i dans {0,...,7 — k} tel

que pour tout ! dans {1,..., N¢, — v}}, Xi("i ) 1’3 un aucun descendant

dans I'un des ensembles C; \ C; pour j € {0,... ,r —k} et j # i. Il nous reste
r—k

a présent a supprimer I'une des cliques de |J C; de sorte que I’ensemble
§'=0

des sommets restants contienne encore les parents de ses sommets, ce qui
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(v3, +kay)

$4hj) v, +ka,) X(uj )X G

(va, tkay) X(VJ +k;) X(Vit +ka,)

x;" X .

dt

Cas 2.7 a) Cas 2.7 b) Cas 2.7 ¢)

Fic. 2.7 — Insertion d’un sommet dans un chemin passant par les sommets
3. +k * +k . . .

X;I:dl dl), e ,X;tud‘ #) adjacents a la source Sy. Dans le cas 2.7. a), le t+1éme sommet
est inséré entre Y et le dernier sommet du chemin. Dans le cas 2.7. b), le t +1éme som-
. e I \ . A *+k . e Id
met est inséré apres le premier ancétre de X;U’ 3) (dans le chemin représenté) parent
d X(Udt+ dt)

(Vd +kd . . , ,
X ' du chemin. Le chemin obtenu est tracé en gras. Sa longueur est augmentée de

1.

. Dans le cas 2.7. c), le t+1éme sommet est inséré avant le premier sommet

conclura la deuxiéme récurrence.
Nous savons que pour tout ! dans {1,...,N¢, — v/},

pa(XTHy = (x (I, x Y

ce qui exclut (par absence de circuit) que X I+ it des sommets de la forme

Xi(u" ) parmi ses descendants. D’autre part, comme

pa(X¥) c {x®,. .., x¥ )y
(v))

I

il existe un parent Y de X;*’ dans un certain C; \ C;, ou j € {0, .. —k},
r—k

puisque |J C;: est stable pour la relation parentale (c’est notre hypothese de
j'=0

récurrence au rang k). Puisque XZ-()

— Xi(ui) pour [ < v}, alors par moralité
deG,Y & Xi(l). De plus, comme les sommets Y, Xi(l), e ,Xi("i) sont dans des

cliques C; avec j € {0,... ,r—k}, ils admettent le sommet S; comme parent.

Par conséquent, ’ensemble de sommets {Sp, Y, X; ) XZ(V?)} engendre un
graphe complet, donc contenu dans une des chques C], avec j' # i, car Y ¢

Ci. Alors chaque sommet de C; \ {X Z.(V"* +1), .. .XZ.(NC")} appartient & I'une des
r—k

cliques Cjs avec j' #iet j’ <r—k.Donc |J C; est constitué des sommets
J=0,57#1
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r—k *
de | C; privé des Xi(yi ™) Ceci est illustré par la figure 2.6 : nous avons en
§=0

fait montré que les sommets Xi(qu), .. ,XZ-(NQ) ne sont les parents d’aucun
r—k *
sommet de |J C; et d’aucun sommet de {Xi(l), . ,Xi(ui)}. Sur la figure
§=0,5#i

2.6, les sommets X, et X5 ne sont parent d’aucun autre sommet. D’autre
part, en supprimant totalement la clique C;, on ne supprime en fait que les

* Ne¢. .
sommets XZ-(V’H), e ,XZ-( ) car les autres sommets de C; sont aussi dans
r—k
d’autres cliques de |J C;. Sur la figure 2.6, les sommets Sy, X, et X3 sont
J=0,5#1

aussi dans la clique C;, donc supprimer la clique C; revient a supprimer les

r—k
sommets X4 et X5 uniquement. Par conséquent, I’ensemble |J C; reste
7=0,57#1%
stable pour la relation parentale, ce qui découle de ce choix particulier de C;.
Ceci prouve 'hypothese de récurrence au rang k.

Conclusion : en appliquant le résultat de la récurrence pour k£ = r, on
obtient une clique Cy stable pour la relation parentale, donc égale a son
graphe ancestral.

Remarque 2.7 1. Par la suite, la notation Cy fera référence a une clique vérifiant
la proposition 5.

2. La démonstration de cette proposition donne une méthode pratique pour déterminer
une telle clique dans un graphe.

3. Il peut exister plusieurs cliques vérifiant cette propriété, voir figure 2.8.
ey

s
Fi1ac. 2.8 — Un graphe comportant plusieurs cliques stables pour la relation parentale.

En choisissant Cy comme racine de ’arbre des cliques, on définit une orientation de
cet arbre : soient C et C' deux cliques adjacentes dans ’arbre de jonction, distincte de
Co. Nous dirons que C est le parent de C’ si et seulement si C est sur le chemin entre
C' et Cy. Dans le cas contraire, C’' est le parent de C. La clique Cy est parent de toutes
ses cliques adjacentes. L’orientation de I'arbre de jonction est illustrée par la figure 2.9.
Comme 1’énonce la proposition 6 ci-dessous, il existe un chemin entre les sources des
graphes G(C;), dont les arcs ont méme sens que celles du chemin de ’arbre des cliques.
Cette propriété est illustrée par la figure 2.9. Son intérét est essentiellement de montrer
qu’en général, au moins un sommet de chaque séparateur de cliques (qui est la source
d’une des cliques) admet un parent dans la clique précédente. Nous en déduirons une
maniere inductive de calculer la loi des séparateurs de cliques.
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Proposition 6 Soit (Cy,...,C;i_1,C;) un chemin de longueur i de larbre de jonction.
Alors pour tout j <1, Xj(l) €Ci.1NCj et [X;l) = X](.l_)1 ou X( )1 € pa(X( ))]

Synopsis de la preuve.

On montre cette proposition par récurrence. La démonstration pour le cas ¢ = 1 repose
essentiellement sur la propriété de moralité de G et sur le lemme 2. La récurrence utilise
une démonstration par ’absurde, en supposant que Xzi)l ¢ C; N Ciy1- Toujours par
I’absurde et en utilisant le lemme 2, on montre que X" (L ) Xi(l).

Démonstration

Ce résultat se montre par récurrence sur i :
HR; : résultat énoncé ci-dessus.

HR; : Soit (Cy,C1) un chemin de l’arbre de jonction.

Casl : 5, = Xfl). Alors Xfl) € Cy et le résultat est montré
pour i = 1 (rappelons que Sy = Xél)).

Cas 2 : Sy # X, Soit X € CyN €. Comme Sy € C, et par
définition de X{l), il vient Syp — X et X{l) — X. Par moralité
de G et comme S est la source on a Sp — X, M) Le fait que
pa(Sy) = 0 et donc que X" ¢ pa(S,) exclut 'hypothése
que Sy soit dans C;, par définition de Xl( ). Par le lemme 2,
comme C; et Cy sont adjacentes dans 'arbre de jonction, il
vient : X( € Cy. D’ou X ) € CoNC et X( ) Xf”. Ceci
prouve notre hypothése de récurrence au rang 7 = 1.

HR; = HR,41 : soit (Cy,...,C;,Cip1) un chemin de longueur i de

I’arbre de jonction. Supposons que Xl(}r)l ¢ C; N Cz+1, ce qui

rev1ent a supposer que x! +1 € Ciz1 \ C;. Du fait que x +1 ¢ C;, on

X # XM Soit X € ¢;NCipy :alors XY — X et X1 — X,
donc par moralité de G, Xi(l) > Xz-(i)l. Par le lemme 2, comme C; et
Ciy1 sont adjacentes dans ’arbre de jonction il vient Xi(l) € Ciy1,
donc XZ( +)1 — X () On va montrer que XZ.(I) = Xi(i)l en prouvant
que le cas X; M ;é X 1 est impossible :

Cas 1 : 7& X1 1 Par I’hypothese HR,, Xi(ﬂ — Xi(l), donc
par morahte de G, X 1 & Xz(i)l Par le lemme 2,

1. soit X (1)1 € Ci_4. Alors par propriété d’intersection de
I’arbre de jonction, X(+1 €C1NCiy1 = XZ+1 € C;, ce
qui est contraire a notre hypothese;

2. soit {Xz P i(i)l} C C; ce qui est encore contraire a notre
hypothese ;

3. soit Xl(l)1 € Ciy1. Alors par propriété d’intersection de
I’arbre de jonction, X 1 €Ci1NCip1 = X 1 € C; donc
Xi(l) — XZ-(_)1 ce qui est contraire a I’hypothese que G est
sans circuit.
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On en déduit que Xz-(l) = Xi(i)l, et nous sommes dans le

Cas 2 . Posons i* = max{j < i|X](-1) # Xi(l)}. Cet ensemble
est non vide car comme Xi(i)l — Xz-(l), il vient Sy # Xi(l),
par définition de Sy et vu que Sy = Xél). L’entier +* est donc
bien défini et 7* < ¢ — 1. Par définition de ¢*, pour tout j tel
que 7 > j > 1%, X;l) Xl(l) et par HR;, X~(1) — Xi(l). Par
moralité de G, X,. M & X! +)1 Par le lemme 2,

1. soit X (1 )1 € C;«. Alors par propriété d’intersection de
I’arbre de jonction, Xi(}r)l € CixNCiy1 = X(l1 € C;, ce
qui est contraire a notre hypothese,

2. soit {Xiil,X-(*l)} C C; pour j € {i*+1,...,i}. Alors
XJQ) — X(i)l avec X](l) = Xz-(l), ce qui est exclu,

3. soit XZ-(*) € Cii1. Alors par propriété d’ intersection de
I’arbre de jonction, X( €Cir1NCir = X e C;, donc
X(l) — X(l) ce qui contredit X( ) Xi( ),

Conclusion : X(Jrl € C; N Ci1 donc soit XZ(JF)1 = Xi(l), soit XZ-( ) XZ(JF)1
car X+1 € ;.

Cliques et
arbre de jonction
de G

F1c. 2.9 — Existence de chemins reliant les sources des cliques. Les arcs de l’arbre des
cliques correspondent a des arcs entre les sources des cliques (exception faite des sommets

qui sont source de plusieurs cliques, comme Xél)).

2.4.2 Phase arriére

La phase arriere est un parcours de graphe qui part des feuilles de I’arbre des cliques
et remonte jusqu’a la racine Cy, parcourant ainsi les arcs de ’arbre (ou, de maniere
équivalente, ses cliques) en sens contraire de leur orientation, d’oli son nom. Elle permet
le calcul de la vraisemblance et également le calcul de certaines probabilités notées B, (ss, )
et définies ci-dessous. Enfin, cette phase est requise par la phase avant, qui calcule, pour
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chaque clique C, les probabilités P(S¢ = s¢|Y = y) intervenant dans I’algorithme EM de
la section 2.3 (voir la proposition 1 et la remarque qui la suit). Elle utilise les probabilités
(3, définies comme suit : soit a un arc de I’arbre de jonction T, avec a = (C;,Cj), la clique
C; étant donc située sur le chemin entre Cy et C; dans ’arbre de jonction. La suppression
de a dans 'arbre des cliques le sépare en deux composantes, dont une seule ne contient
pas Cy. Nous notons 7, 'ensemble des cliques comprises dans cette partie, I’ensemble
des autres cliques étant noté 7,°. Nous noterons 7,” ’ensemble des cliques de 7, privé
de la clique C; et 7~ I'ensemble des cliques de 7 privé de la clique C;. Les sommets
des cliques de 7, engendrent un graphe dont ’ensemble des sommets est noté K,. Nous
notons K, = K, \ 8, (rappelons que 8, désigne le graphe engendré par I’ensemble des
sommets de C; N C;, ou par raccourci ses sommets eux-mémes). Les sommets des cliques
de 7F engendrent un graphe dont I'ensemble des sommets est noté K¢. Nous notons
K¢ = K¢\ 8, La fonction 3, est alors définie par B,(9,z) = P(Yx, = 9| Xs, = &),
pour §y € Y, et € € Xg,. Ces notations sont illustrées par les figures 2.10 et 2.11.
Notons qu’en pratique, la seule valeur de y qui nous intéresse, donc pour laquelle Ba a
besoin d’étre calculée, est celle qui correspond a la valeur observée yy . De meéme, X,
comprend des variables aléatoires observées Y'g, et cachées Sg,. Il suffit alors de calculer
la quantité 3, pour la valeur Ys, = ys,, cependant elle doit étre calculée pour toute
Yaleur sg, € Ss, des variables aléatoires cachées intervenant dans §,. On notera alors
Bu(ss,) pour désigner P(Yx, =y, |V's, = ys,, Ss, = 85,)-

Propagation

Soit un arc @ = (C;,C;) de l'arbre de jonction. Par définition de la phase arriere,
les quantités ﬂ% (ssajl) sont supposées connues pour tous les arcs a;, incidents a C;

autres que I'arc a (qui est le seul menant vers Cy) et pour toutes les valeurs possibles

de 85., € Sgajl. Nous rappelons que les valeurs de Y sont supposées connues, fixées

a y. Nous désirons alors calculer S,(ss,) a partir des f,, (ssaj ). Pour cela, nous nous
1

intéressons successivement aux séparateurs S%’ en commengant par exemple par S, .
Nous travaillons pour commencer sur la loi jointe de Yx,,Y's,, Ss, dont les variables se
scindent comme suit

Ko = <U k;ajl) uC; , ot
l

K\ Suy, = Koy, U (U (Kay \ saj)) U(C\8u,). (2.17)
1#1

Comme San est un séparateur de cliques, ses sommets séparent ceux de Y, et Ss, ns,
J1 J1
de ceux des Y,gajl \8aj, de ch\gajl et de Sga\gajl. Or toutes les variables aléatoires de
Ssah
Ssaj ns, : il manque les variables aléatoires de Ssaj \8, pour faire intervenir X Sa; tout
1 1 1

n’apparaissent pas dans les ensembles ci-dessus car elles ne sont pas toutes dans



72

Y, Yy
CO ; % CZI
| %
T iy
RN I
I + Lig : arbre de cliques
@i ‘ C:
| 7
! a
R . Ko
L,,V\:,\aill
; Ko=K.\ 8,
. le
Ke
Y5 — &

Fic. 2.10 — Variables aléatoires intervenant dans [’algorithme arriére-avant et autres
notations. L’arbre de jonction T est un arbre dont les sommets, représentés par des
petits cercles, sont les cliques Ci. Ses arcs sont représentés par des traits épais blancs
ou gris. Les algorithmes avant et arriére parcourent les arcs a de [’arbre de jonction,
avec a = (C;,C;), la clique C; étant située sur le chemin entre Cy et C;. La phase arriére
débute aux feuilles de T et l’algorithme avant débute a la racine Cy. La suppression, dans
Parbre des cliques, de l’arc a (dessiné en pointillés fins) le sépare en deux composantes,
dont une seule ne contient pas Cy : nous notons T, l’ensemble des cliques comprises dans
cette partie, l’ensemble des autres cliques étant noté Tf. Les sommets des cliques de 7T,
engendrent un graphe dont l’ensemble des sommets est noté K, (partie du graphe en
traits pleins). Le séparateur de cliques 8, = C; N C; est représenté en traits noirs épais.
Nous notons K, Uensemble K, \ 8,, dessiné en traits noirs fins. Les sommets des cliques
de TE engendrent un graphe dont ’ensemble des sommets est noté K¢. Nous notons
K¢ = K¢\ 8, (graphe en pointillés).
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entier. Or

P(Y’Ca = Yx,> YSa =Ys,> Ssa = Sga)
- Z P(YICa = ylc@’ YS”' = ysa’ Sga = ssa’ Sgajl \Sa = SSajl \Sa)

Ssajl \8a
ou, d’apres la décomposition (2.17)
P(Yk, = Yx,, Ys. = Us,» s, = 85,,Ss,, \8a = 554, \8.)
= P({Yicaj1 = Yk, } ﬂ{YlCajl \8aj, = YKaj,\Sa;, 3N {ch\s,zj1 = Yej\s,, o

141
N{Ss,\8.,, = 8s.\8., } N {Ss,, ns. = 88, ns.} -

M{Ssa;,\80 = 850, \8aF N {Y 50, = Ys,, })-

Notons que les éléments de S S, MSa> S Sa;, \Sa et Ygajl se regroupent en X Saj, - Rappelons
que les sommets de Saj1 séparent ceux de Y,caj1 et Ssajl ns, de ceux des Y,gajl \8a;, 1 de
ch\gajl et de Ssa\gah . Par équivalence entre la notion de séparation et celle d’indépen-
dance conditionnelle, on obtient (en notant, de maniére abrégée, P(Y 4) pour P({Y 4 =

yA}))a
P(Yi, [ VY ka; \80y,0 Yepsay, » Ssarsay, 1 Xs,),)
141

- P(chah ‘Xsah )P(m YK“J': \Sah ’ ch\sajl ’ Ssa\sah |X8“jl )
1£1

On en déduit, en multipliant 1’équation ci-dessus par P(X Sa;, = TSy, ) et en remarquant
que P(chajl = y’Cajl |X8aj1 = msajl) = ﬂajl (Ssajl )’
P(Y,Ca = yKa’YSa = ySa’ Ssa = ssa) (218)

= Y [y

85a;, \SaESSajl \Sa

xP((WYk,, =¥k, } N{¥e, = ye,} N{Ss, = 85} N {85, \s. = 85, \8.})
1#1
En répétant ce raisonnement pour chaque séparateur San puis en conditionnant par
{Ys, = ys } N {Ss, = ss,}, on obtient la formule de propagation

/Ba(ssa) = Z P(ch\ga = ij\Sa’ SHa = SHG ‘Xsa = wsa) H Bﬂjl (SSajl) (219)
!

8%, ESH,
en notant H, = |J 8a;, \ 8, I'ensemble des variables aléatoires de C; étant présentes dans
]
au moins 'une des cliques C;, mais pas dans C;. Etant donné qu’a priori, seule la loi

conditionnelle
P(Xcp\s, = ®cp\s,| X5, = Ts,)
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est connue (car donnée par les expressions (2.22) ou (2.23)), on peut facilement faire
intervenir les variables cachées de C; non utilisées dans ’équation 2.19 pour arriver au
résultat

Ba(ss)= > P(Xcps, =xcps, | Xs, =s,) [ [ 5oy (5., ) (2:20)
!

8c;\8a €5c;\s4

Notons que I'adaptation de la formule de Lucke, 1996 [87] conduit & ’équation ci-dessous.
Le fait que le membre de gauche ne dépende que de la valeur de sg, et que le membre
de droite dépende en général de la valeur des variables cachées qui sont dans C; mais
pas dans H, (ensemble contenant strictement §,), suggeére une inexactitude dans cette
équation.

Bulss,) = Y P(Xeps, = Teps, | Xs, = s,) [ [ Bay, (ss., )
l

8% ES’HG

Remarque 2.8 On pourrait en fait appliquer un raisonnement analogue en utilisant
un séparateur de sommets T, plus grand que S,. D’aprés Lucke, 1996 [87] étant donné
que l’on désire calculer B,(sr,) pour toute valeur de sy, dans Sr,, le nombre de valeurs
a calculer, et donc le nombre de calculs, est d’autant plus réduit que St, est de faible
cardinal, c’est-a-dire que T, comporte peu de sommets. C’est la raison pour laquelle
on utilise les séparateurs de cliques 8., qui sont les séparateurs de sommets minimaux
de G. Autrement dit, l'intérét de l'arbre de jonction (et des algorithmes basés sur son
utilisation) est de permettre un parcours des séparateurs de sommets minimaut.

Les seules difficultés d’implémentation se résument alors au calcul des probabilités
P(X¢j\s, = Tcp\s,|Xs, = @s,) et a linitialisation des quantités B, lorsque a est un
arc incident a une clique feuille de I'arbre de jonction. Nous apportons une solution
basée sur les trois propositions suivantes (propositions 7 & 9). La premiére d’entre elles
énonce qu’'un sommet de §, = C; N C; a ses parents soit tous dans §,, soit tous “avant
C;” (par rapport au sens de parcours de la phase arriere), soit tous “apres C;”. La
seconde proposition énonce que ’ensemble des sommets situés avant C; contient tous les
parents de tout sommet situé avant C;. La troisieme proposition énonce que 1’ensemble
des sommets situés apres C; contient tous les parents de tout sommet situé apres C;. Ces
propositions prouvent que le calcul des probabilités P(Xc,\s, = ®c;\s,|Xs, = ®s,) ne
requiert pas le parcours de tout le graphe G. Seules les cliques déja visitées par la phase
arriere interviennent, ce qui rend possible le calcul de ces probabilités par une méthode
inductive également.

Proposition 7 Soit a = (C;,C;) un arc de Uarbre des cliques et X un sommet de 8§, =
C,NC,. Alors pa(X) est contenu soit dans C; N C;, soit dans U(TY), soit dans U(T,).

Synopsis de la preuve.

Cette proposition est une conséquence du lemme 3. Elle est due essentiellement a la
propriété d’intersection de I’arbre de jonction.

Démonstration

Nous distinguons les cas ci-dessous quant a la localisation d’un éventuel
parent d’un sommet X de §,.
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1. Si X admet un parent dans Ci \ (C; N C,), alors par le lemme 3,
— siCy € T, avec k ¢ {i,5}, alors U(T, ) contient tous les parents de X
(remarquons que U(7,”) est contenu dans U(7,)),
— siCp € TF avec k ¢ {i,7}, alors U(T, ) contient pa(X), (remarquons
que U(T.™) est contenu dans U(TYF)),
— si k =1, alors U(TS) contient pa(X),
- si k = j, alors U(7,) contient pa(X)
2. Si X n’admet aucun parent dans les Cy,\ (C;NC;), alors pa(X) C (C;NC;).
En définitive, pa(X) est contenu dans U(7;°), dans U(7,) ou dans (C; NC;).

Remarque 2.9 En réalité, S, est a la fois inclus dans U(T,) et U(TE). On peut donc
étre moins précis que ’énoncé ci-dessus et dire que pa(X ) est contenu soit dans U(TS),
soit dans U(T,). D’autre part, cette proposition est illustrée par la figure 2.11 :
— pa({S2}) = {S1}. Comme Sy € U(Cy) et que Cy est un sommet de 'arbre TS,
pa({S2}) CU(T;),
- pa({S3}) = {Ss}. Comme Sy € 8,, pa({S3}) C 8,
)
(

- pa({Ss}) = {52, S3,Ya}. Or {Ss,S3,Ys} C U(C;) et C; est une des cliques de T,
donc pa({Ss}) C U(T,).

Proposition 8 Soit a = (C;,C;) un arc de Uarbre des cliques et X un sommet de U(T,)\
U(S,). Alors U(T,) contient pa(X).

Synopsis de la preuve.

Comme la proposition précédente, cette proposition est due essentiellement a la propriété
d’intersection de ’arbre de jonction. Elle est une conséquence du lemme 2.
Démonstration

Par définition de 7,, 3k X € Ci \ 8, avec Cy, € T,. Soit X' € Cp un parent
de X.
— soit Cir ¢ T,. Alors C; et C; sont situés sur le chemin entre Cy et Cy
dans I’arbre de jonction. Par le lemme 2,
— soit X € Cy. Alors par propriété d’intersection de ’arbre de jonction,
X €C; et X € Cj, ce qui contredit X ¢ U(S,).
— soit X' € C. Alors X' € U(T,),
— soit {X, X'} est inclus dans une clique située entre Cy et Cj dans
I’arbre de jonction. Par propriété d’intersection, cette clique est située
dans 7,, faute de quoi X € C; et X € C;. D’ou X' € U(T,).
— soit Cp € T,. Alors X' € U(T,).
Dans tous les cas, U(7,) contient X'.

Remarque 2.10 Cette proposition est illustrée par la figure 2.11 :
- pa({Ys}) = {S2,S5}. Or {Ss2,S3} C U(C;) et C; est une des cliques de T, donc
pa({Ya}) CU(Ta),
- pa({Yz}) = {S:}. Or S; est un sommet du graphe engendré par l’ensemble {S7, Y7},
qui est une clique de T, donc pa({Y7}) C U(T,).

Proposition 9 Soit a = (C;,C;) un arc de larbre des cliques et X un sommet de U(T,F)\
U(S,). Alors U(TSF) contient pa(X).



76

Y,
Y Y2
s ViN
! / \\ Y6
Co ; 2. .
| B
T
S S 5
,,,,,, : Y, :} arbre de cliques
y G a LG '
o D
Sy €| Ss \
L % — T

Fi1c. 2.11 — Localisation des parents des sommets d’une clique. L’arbre de jonction T
est un arbre dont les sommets, représentés par des petits cercles, sont les cliques Cy. Ses
arcs sont représentés par des traits épais blancs ou gris. La suppression, dans [’arbre
des cliques, de l’arc a (dessiné en pointillés fins) le sépare en deux composantes, dont
une seule ne contient pas Cy : nous notons T, l’ensemble des cliques comprises dans
cette partie, l’ensemble des autres cliques étant noté TS. Les sommets des cliques de
T. engendrent un graphe dont ’ensemble des sommets est représenté en traits pleins.
Les sommets des cliques de T engendrent un graphe dont l’ensemble des sommets est
représenté en pointillés. Le séparateur de cliques 8, = C; N C; est représenté en traits
noirs épais. La proposition 7 est illustrée par le fait que tous les parents de Sy sont dans
TS, tous les parents de Ss dans 8, et tous les parents de Ss dans T,. La proposition
8 est illustrée par le fait que les sommets de T, \ S, (sommets en traits pleins et fins)
ont leurs parents dans T, (sommels en traits pleins, fins ou épais). La proposition 9 est
illustrée par le fait que les sommets de T\ 8o (sommets en traits pointillés) ont leurs
parents dans T (sommets en traits pointillés ou traits noirs épais). Les notations U, et
UE sont illustrées comme suit : le sommet Ss a tous ses parents dans 8, (donc dans C;
également) et le sommet Sy n’a pas tous ses parents dans T, puisque pa({S2}) = {S1} et
S1 wappartient qu’a des cliques de T,f. On en déduit que U, = {Ss, S5} et US = {Ss}.
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Démonstration

La démonstration est identique a celle de la proposition 8. Les roles de 7 f
et de 7, sont en effet symétriques dans la démonstration, en particulier dans
le lemme 2 utilisé.

Remarque 2.11 Cette proposition est illustrée par la figure 2.11 :
— pa({S2}) = {S1}. Or {S1} CU(Cy) et Cy est une des cliques de T donc pa({Sa}) C
UTs),
= pa({Ya}) = {S2,S3}. Or {S2,S5} C U(C;) et C; est une des cliques de T donc
pa({Ya}) CU(Ty).

D’apres la proposition 7 et la remarque qui suit cette proposition, pour un arc a =
(C;,C;) de larbre des cliques, on peut définir 'ensemble U, des sommets X de §, tels que
pa(X) est entierement contenu dans U(7,). Les sommets de US, complémentaire de U,
dans §,, ont alors leurs parents contenus dans 1’ensemble U(7°) et admettent au moins
un parent dans U(7°\ 8,). D’apres la proposition 6, US contient en général Xi(l) qui
admet un parent dans une clique précédent C; sur le chemin entre Cy et C; dans ’arbre
de jonction. Les seules exceptions sont les cliques contenant Sy puisque pa({Sp}) = 0.
Par convention, on dira que Sy € U pour de telles cliques, ce qui fait que US contient
toujours au moins un sommet. En revanche, U, peut étre vide dans certains cas, comme
pour les arbres de Markov cachés, voir section 2.4.4.

La figure 2.11 permet d’illustrer ces notations pour ’arc a : S5 a tous ses parents dans
C; (graphe engendré par I’ensemble de sommets {55, S5, S5, Yi, Y5}) qui est une clique de
To. Le sommet S3 a tous ses parents dans 8, (donc dans C; également) et le sommet S,
n’a pas tous ses parents dans 7, puisque pa({S2}) = {S1} et S; n’appartient qu’a des
cliques de 7.°. On en déduit que U, = {Ss, S5} et U = {S,}.

On déduit des propositions 7 & 9 un moyen de calculer les probabilités P(X Ci\8a =
xc\s,|X's, = xs,) (que nous notons de maniere abrégée P(Xc,\s,|Xs,)) par un algo-
rithme qui ne nécessite pas un parcours complet de G. Les calculs se basent sur I’équation

P(X¢;) = P(Xcps,)P(Xsug) P (Xug)

Suivant les différents cas ci-dessous, nous donnons, en fonction des parametres, une
expression des probabilités P(X¢;\s,) et P(Xs,\yc) ou directement une expression de
P(Xe¢j\s, = @cp\s.)-
1. Siun sommet de 8, admet un parent dans C;\ 8, alors I’ensemble An(C;) engendre
un graphe stable pour la relation parentale, pour lequel la factorisation (1.5) des
modeles graphiques a structure orientée acyclique s’applique. Ainsi,

P(Xc)= Y PXuc)Xe)= Y, [ PEXw)

X An(ej)\¢; X An(c;)\¢; uEAR(C;)UC;

ol les probabilités P(X,|X ,.)) sont données par les parametres du modele, notés
AX oy Xa (00 Ag o, quand la notation complete P(Xy = Zu|Xpau) = Tpa(u))
est employée). Nous opérons alors une partition des sommets de An(C;) suivant la
localisation de leurs parents : les sommets de An(U¢) ont tous leurs parents dans 7,°
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(et au moins un de leurs parents dans 7,5\ 8,) tandis que les sommets de I’ensemble
An(C;)\ An(UE), noté An(a), ont tous leurs parents dans T,. Le but est de factoriser
la probabilité P(X¢, = @¢;) en un produit dont un facteur est P(Xys = xye)
(quantité inconnue) et I’autre facteur une quantité qui se déduit de parametres du
modele associés a des cliques déja parcourues (quantité calculable). On saura alors
“conditionner par la quantité inconnue” — c’est-a-dire calculer P(X,\ye = ®s,\u¢)-
On obtient dans un premier temps

P(Xe¢,) = Z Z H H AX oy X

Xanug)\¢; X gn(ay\c; u€ARUS) u€An(a)

= 2 I x| 20 1 Mo

X Anug)\c; wEAn(US) X fn(a)\c¢; u€An(a)

car pour u € An(Uf), u a tous ses parents dans An(US) ou dans C;, par définition
de U et par la propriété 9. Par conséquent, A X pa(uy,Xu 1€ dépend pas des X g,(a)\c; -
D’autre part, pour la méme raison, la factorisation (1.5) des modeles graphiques &
structure orientée acyclique s’applique dans le graphe engendré par An(l4¢) donc
Z H /\Xpa(u),Xu = Z H P(Xu|Xpa(u))
X ang)\c; u€An(Ug) X an(ug)\e; uEARUS)
= X PXuwgy) = P(Xuyg).

X anug)\c;

On en déduit

P(Xc)=P(Xy) Y. [ xpixe- (2.21)

XAn(a)\C] u€An(a)

Remarque 2.12 Les calculs qui précedent requierent des sommations sur toutes
les valeurs possibles des ancétres de certaines variables aléatoires. Notons que parmi
ces ancétres ne peut figurer aucune variable aléatoire a valeurs continues, puisque
nous avons fait ’hypotheése que celles-ci étaient sans descendants. Dans le cas
contraire, il faudrait étre en mesure d’intégrer des probabilités sur toutes les valeurs
possibles des variables aléatoires a valeurs continues.

Il s’ensuit, d’autre part,

P(Xs)= Y PXc)= Y PXu) >, [ *xpuurxe

ch\sa XCj\Sa An(a)\C ueAn( )

=PXus) > >, ] M

Xcj\8a X An(a)\c; u€An(a)

Remarque 2.13 L’équation ci-dessus fait intervenir une sommation sur toutes les
valeurs possibles de X¢,\s, dans Xcj\s,. En général, certaines variables aléatoires
7 \Pa 7 \%a

observées Y, appartenant ¢ Xcp\s, sont 4 valeurs continues et la notation >
Yu
désigne en fait Uintégrale [ dy,. Nous montrons ci-dessous que cette intégrale
Yu
se calcule simplement en remplacant Py, . (yu) par la valeur un.
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Ce résultat provient essentiellement d’une propriété des modeles de la famille D,
pour lesquels tous les sommets u du graphe d’indépendance conditionnelle appar-
tenant a Uy (c’est-a-dire les variables aléatoires observées a valeurs continues) sont
des puits. Ils ne sont donc parent d’aucun sommet dans le graphe. Cette propriété
découle de la définition de la famille D.

Si C; ne contient aucune variable aléatoire & valeurs continues, le probléeme ne se
pose pas, mais dans le cas contraire, dans ’expression

| e
vEAn(a)

une variable aléatoire Y, a valeurs continues ne pourra intervenir que dans A
qui vaut Py, ( )(yu) par définition. Par conséquent,
pa(u

H )‘wpa(vwv H Awpa(v) Ty / Py Tpa(u) y“ dyu = H Awpa(v) Ty

Vu vEAn(a vEAn(a) Y vEAn(a)
vFEY v#£YU

car Py, w représente une densité.
pa(u

Tpa(u) Yu

On obtient en définitive

Z H A:l:pa,(u) fran

zA“n(a)\Cj u€A~n(a)

> X I Ay

icj \8a zA~n(a)\Cj u€A~n(a)

P(ch\sa = wcj\sa‘XSa = msa) = (222)

2. Si aucun sommet de §, n’admet de parent dans C;\ §,, alors le principe est le méme
que ci-dessus mais les calculs sont simplifiés par le fait que U, = () donc U =
On en déduit P(Xs,) = P(Xy.) et

P(Xc¢j\s, = Tep\s.| Xs, = @s,) Z H A2 pauy (2.23)
wAn(a)\CJ uEAn( )

Initialisation de la phase arriéere

Soit C; une clique feuille de I’arbre de jonction, donc reliée a une unique clique C; par
un arc a de 'arbre de jonction. Alors par définition des quantités (,(ssg,), 1’algorithme
est initialisé en calculant

P(Yeps, = Ueps, | Xs. = @s,.) = D P(Yeps, = Yo, Scpnse = Scvsal Xs, = @s,)
8c;\8q

ot P(Ye¢s, = Ye\s,0Sci\sa = Sc;\s.|Xs, = Ts,) est donné par la formule (2.22) ou
(2.23) suivant que Z/{ = () ou non. Les équations sont cependant modifiées par le fait que
(An(C))\ An(US)) C C; par définition de U¢. D’ott An(a) \ C; = 0 et

~ Z Z - H A Si Z/{a # @
Ba(ssa) = < BC]‘\SG wC \8a UEXn(Cb) Fpel (224)
Z H )\wpa(u):mu si Z/{a, = @
L SC \Sq UEAn
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Commentaires sur la propagation

La propagation est essentiellement basée sur la formule (2.20) ou les probabilités
P(X¢j\s, = ®cj\s,| X5, = xs,) sont calculées en utilisant les formules (2.22) ou (2.23).

Remarque 2.14 Les quantités

2 I Aepe

T fin(a)\c; wEAn(a)

peuvent dans de nombreux cas étre calculées de maniére inductive, comme les quantités
5a(s§a) elles-mémes, vu que par les propriétés 7 a 9 et par définition de Uy, les sommets
de An(a) sont dans T, (rappelons que An(a) = An(C;)\ An(Uf)). Ainsi, les quantités

2 1 e

% fin(aj \¢j, uEA(aj;)

ont été calculées pour tous les arcs a;, = (C;,Cj,) incidents a C; aulres que a avec
Cj, € To. De plus, dans de nombreux cas, le nombre de cliques nécessaires pour contenir
tous les parents des sommets de C; \ US est borné par une constante. C’est en particu-
lier le cas des modéles de Markov cachés dynamiques ou de tout modéle ou le nombre
de wvariables aléatoires contenu dans chaque clique, fonction du nombre de variables
aléatoires observées n, est borné par une constante L. Le nombre de sommets appar-
tenant a An(a) \ U An(a;,) reste alors borné également.
1

Remarque 2.15 Le dénominateur de l’expression (2.22) peut étre vu comme la pro-
babilité P(Xs,\ue = ®s,\ue|Xue = ®yg). D’autre part, les probabilités P(Xcns, =
xc\s, | Xs, = ©s,) doivent étre mémorisées si la phase avant est exécutée, voir section
2.4.3.

Terminaison de 1’algorithme

La vraisemblance de )\ est obtenue lorsque tous les arcs de I'arbre de jonction ont
été parcourus. Nous notons a1, ... , q; les arcs incidents & Cy dans I’arbre de jonction. Le
raisonnement ayant conduit aux formules de propagation (2.20) est alors adapté pour
obtenir :

PY=y)= Y P(Xc,=c)]]Bbulss,) (2.25)

SCOESCO
ol
i) (1 i1
P(Xa, = ze,) = [ [ PO 1XG7, ., X5Y)
et ou pour tout i, les probabilités P(Xéi) = x((f)|Xél) = :vél), U ¢ S xgi_l)) sont

0 .
donnés par les parametres du modele, vu que pa(X{”) = {x{V, ..., x{ V).
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2.4.3 Phase avant

La phase avant est un parcours de graphe qui part de Cy et descend jusqu’aux feuilles
de 'arbre des cliques, parcourant ainsi les arcs de I’arbre (ou, de manieére équivalente,
ses cliques) dans le méme sens que leur orientation. Son but est le calcul, pour chaque
clique C, des probabilités P(S¢ = s¢|Y = y) intervenant dans I’algorithme EM de la
section 2.3 (voir la propriété 1 et la remarque qui la suit). Elle utilise les probabilités &,
définies comme suit : soit a un arc de 'arbre de jonction T, avec a = (C;,C;), la clique
C; étant donc située sur le chemin entre Cy et C; dans I'arbre de jonction. La fonction
@, est alors définie par &, (¥, &) = P(Yx: = 9, Xs, = &), pour § € Vxe et T € A,
Comme pour les quantités 3, lorsque les observations y sont fixées, on notera a,(ss,)
pour P(Yxe = yxe, Y's, = Ys,, Ss, = 8s,). Comme nous le verrons dans I'équation de
propagation avant (2.27), la phase avant utilise des quantités calculées dans la phase
arriere et doit donc étre effectuée apres celle-ci.

Initialisation

Soit a = (Cp,C;) un arc incident & Cyp. On note (a;,); les autres arcs incidents a Cy.
Par définition, &,(ss,) est initialisé en calculant la probabilité P(Yx; = yx., Xs, =
xg,). Le calcul s’effectue & partir des P(Yzcaj = Yr |X3aj = s, ), et suit le méme

l %51 l i

raisonnement que celui aboutissant aux équations de propagation arriere (2.19). Ainsi,
on obtient, en utilisant le séparateur S, :

P(Yxs = Yxe, Ys. = Ys,, Ss. = 8s,)

= Z Bajl (Ssajl)

85a;, \Sa €84, \Sa
xP(({Y k., =Y., M{Yeo =¥c,} N {Ss, = 55.} N {85, \s. = 85, \s.})
1£1

En répétant ce raisonnement pour chaque séparateur S“J‘z’ on obtient la formule d’initia-
lisation

é’fa,('SSa) = Z P(YCO = yCOa S?‘lo = S%H,, Ssa - Ssa) HBO’J'I (Ssajl)
l

3, ES’HO

en notant Hy = |J Saiz \ 8, ’ensemble des variables aléatoires de Cy étant présentes dans
1

au moins I'une des cliques C;, mais pas dans C;. On peut aussi faire intervenir les variables
cachées de Cy non utilisées dans I’équation précédente pour arriver au résultat

Gulss) = D P(Xey =) [[ B (o5, (226)

8Co\84 €Sco\Sa

ou P(X¢, = x¢,) a déja été calculé dans I’étape terminale de la phase arriere.
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Propagation

Soit @ = (C;,C;) un arc de 'arbre des cliques. On note a;, 'arc incident a C; qui
intervient dans le chemin entre Cy et C; dans I’arbre de jonction et (a;); les autres arcs,
différents de a et incidents a C;. L’équation (2.19) est aisément adaptée pour arriver a
I’équation de propagation

(i/a(Sga) = (2.27)
Y Px Ci\Sayy, = TCi\Sa, | X80, = T, )i (s, ) 115, (5., )
!

8¢;\84€5¢;\84

ol @, (8s,, ) a été calculé a 'étape précédente et ot les autres quantités ont été calculées
0
lors de la phase arriere.

Remarque 2.16 Il y a une différence fondamentale entre la propagation dans la phase
avant et dans la phase arriére, illustrée par la figure 2.10. Dans la phase arriére, basée
sur les quantités /3’,1(33&), c’est une arborescence compléte de variables de ce type qui
intervient a chaque propagation, a savoir toutes les quantités B% (ssajl) pour les arcs aj,
incidentes a C; mais pas a C;.

Dans la phase avant, basée sur les quantités &, (ss,), une seule quantité é,,, (35%)
intervient dans la propagation : c’est celle associée a l'arc a;, compris dans le chemin
allant de Cy a C;. Les autres arcs incidents a C; mais pas a Cj, désignés par a;,, ... ,a;,
font intervenir les quantités Bai, (33%,)

Le méme calcul que celui de la terminaison de la phase arriere donne les probabi-

lités nécessaires a I'implémentation de 'algorithme EM (au coefficient multiplicatif pres
P(Y =y), donné par la phase arriére) :

P(Sc;=sc,Y =y)=P(Y¢, =yc,, Sc, = ~‘>‘ci)P(X&”0 — wgaio)ﬂa(ssa) I 15, (ss.,)

ou le quotient

P(Xci = mci)
P(Xsaio

pe) = PORan, = wan, K, = 22,

est donné par la phase arriere. D’ou, en définitive,

P(Sc, =8¢, Y =y) =
P(Xcpsa,, = Teisay, | X s,

i = wsaio )daio (Ssaio )Ba(ssa) H Bail (SSail )' (228)
!

L’algorithme arriere-avant peut étre implémenté directement a 1’aide des équations
ci-dessus. Le programme prend alors en entrée un graphe correspondant a la structure du
modele et retourne en sortie les quantités nécessaires a l’algorithme EM. Sa complexité
est moindre que celle de 1'algorithme de Lucke, 1996 [87] (ou de I’algorithme d’arbre de

jonction), a savoir d’ordre O( > taille(C)), ou au pire égale, dans la mesure ou la phase
CeVg
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d’initialisation de I'algorithme de Lucke consiste a calculer les P(X¢, = @¢;). Or dans
notre algorithme arriere-avant, le calcul de ces probabilités n’est pas nécessaire : il suffit
de calculer les P(X¢;\s, = Tc;\s,|Xs, = Ts,), ce qui est de complexité moindre. Les
calculs de propagation de ’algorithme d’arbre de jonction sont de méme complexité que
ceux de notre algorithme, d’apres la formule (1.4). Il s’en suit que notre algorithme reste

de complexité (au pire) O( Y taille(C)). Dans le cas classique, par exemple de modeles
ceVg
de Markov cachés dynamiques, ol chaque variable aléatoire du modele peut prendre au

plus K valeurs, ou chaque clique a un nombre de variables aléatoires No borné par une
constante L et ou le nombre de cliques est une fonction polynomiale de degré m de N,
la complexité de calcul de notre algorithme arriére-avant est dans O(KXN™).

Variante de la phase avant

D’apres les équations (2.27) et (2.28), il est facile de construire une phase avant
calculant directement les probabilités P(S¢, = s¢;,Y = y) de maniere inductive. Nous
reprenons les notations du paragraphe précédent concernant C; et notons a;,, ... ,a;, les
arcs distincts de a et incidents a C;. On obtient alors

P(XC 8, — L. Sa|XSa = wga) ~
P(S¢; = s¢;, Y = y) = — % — T 115, (ss., )
ﬁa(ssa) l !

X Z P(SCiZSC“Y:y).

8,784 €5¢;\54

2.4.4 Application aux modeles d’arbres de Markov cachés

Nous montrons a présent comment ’algorithme arrieére-avant présenté ci-dessus s’ap-
plique aux arbres de Markov cachés. En réalité, ce travail ne sert qu’a l'interprétation
des formules arriere-avant et a ’explicitation du role des parametres, puisqu’en pra-
tique cet algorithme peut étre programmé de maniere générique. Notons qu’aucun nou-
veau calcul analytique n’est nécessaire; il s’agit juste d’identifier les cliques du graphe
d’indépendance conditionnelle et les arcs de I'arbre de jonction. Nous montrerons que
notre algorithme arriere-avant est équivalent, dans ce cas, a 'algorithme ascendant-
descendant de Crouse, Nowak et Baraniuk, 1998 [32] qui ont proposé le modele des
arbres de Markov cachés. Dans ce qui suit, nous considérons un modele homogene gaus-
sien, identique a celui défini dans la section 2.3.6.

Soit u un indice du processus observé. Nous introduisons les notations suivantes pour
les cliques du graphe d’indépendance conditionnelle :

— la clique engendrée par {Y,, S,} est notée C, ;

— la clique engendrée par {S,(), Sy} est notée D,.
L’arbre de jonction 7 ainsi que les notations précédentes sont représentées figure 2.12.
Les arcs de ’arbre de jonction sont de deux types :

— les arcs (Cyu), Dy) notés by, ;

— les arcs (D,,C,) notés ay.
Les séparateurs de cliques sont donc les ensembles 85, = {S,w)} et 8,, = {Su}-
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D3

/

FiG. 2.12 — Arbre de jonction des arbres de Markov cachés

Initialisation de la phase arriére

La premiere étape consiste a choisir une clique de référence parmi celles stables pour
la relation parentale, en ’occurrence C; ou l'une des cliques adjacentes a Cy, a savoir
I’une des cliques D, ou v est un enfant de la racine. Par symétrie du graphe, il est plus
commode de choisir C; comme référence (c’est la clique notée Cy dans la section 2.4.1).

La phase arriere est initialisée en les cliques feuilles de I’arbre de jonction 7, qui sont
les cliques C, associées aux feuilles u de ’arbre des indices. Soit C, I’'une d’entre elles : C,
est incidente & I’arc a,. La quantité §,, (j) est par définition égale & P(Y, = y.|S, = 7).
Il est évident que cette quantité est donnée par les lois d’émission du modele mais nous
pouvons vérifier la cohérence de cette constatation avec la formule d’initialisation (2.24).

Nous avons U,, = 0 car pa(S,) = {Spw)} C T .. Donc U = 8,, = {Su} et Ba, () est

initialisé par
> 1 e

8Cu\Say vEAn(ay)

Or An(C,)\ An(¢,) = {V,} donc An(a,) se restreint a {Y,}. D’autre part, C, \ S,, ne
contient aucune variable aléatoire cachée. Donc f,, (j) = Aj,, qui vaut par définition

fej (yu) .
Propagation dans la phase arriére

On note X, I'ensemble des sommets du sous-arbre enraciné en X,,. Le graphe entier
est alors désigné par X;. On note alors X, I’ensemble des sommets dans X; \ X,
et X l'ensemble des enfants de X,. Ces notations sont illustrées figure 2.13. On
consideére Parc b, : son extrémité D, est dans 7T;,. La quantité j3,, (j) correspond alors,
par définition, & P(Y', = y,|Syw) = j). La formule de propagation (2.20) donne, compte
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Fi1a. 2.13 — Notations utilisées pour désigner des sous-arbres.

tenu de D, \ 8, = {Su} :

Bou(3) = 3 P(Su = k|Sy) = ) Ban (k).

La quantité P(S, = k[S,) = j) est directement donnée par le parametre p; ; du modele,
ce qui est cohérent avec lequation (2.23) vu que Uy, = 0, Ui, = 8, = {Spw)} et que,
du fait que An(D,) = An(U,) U{S,}, on a An(b,) = {S,} et An(b,) \ D, = 0. D’autre
part, pa(S,) = {Syw)} donc

Z H A pauy o = Aspiuysu = Psptuyssus

8 Kn(by)\ Dy VEAn(by)

En définitive,

By, (3 Zp,,kﬁau (2:29)

De plus, considérons l’arc a, dont extrémité C, est dans T, . La quantité 3,, (k)
correspond alors, par définition, a P(Y, = y,|S. = k). La formule de propagation
(2.20) donne, compte tenu de C, \ 8,, = {Y.} et vu que {b,}ycc(u) est I'ensemble des
autres arcs incidents a C, :

B (K ZP w=wlSu=k) [] B (k)

veEe(u)

De méme que dans la phase d’initialisation, la quantité P(Y, = y,|S, = k) est directe-
ment donnée par fp, (v,,), autrement dit par le parametre 6, du modele. Ceci se déduit
de P’équation (2.23) dans la mesure ot U,, = 0, US, = 8,, = {S.} et que, du fait que
An(C,) = An(U¢,) U{Y,}, on a An(a,) = {V,} et An(a,) \ C, = 0. On obtient alors

Bau(k) = f@k(yu) H Bbv(k) (230)

vece(u)
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Terminaison de la phase arriére

Le calcul de la vraisemblance est donné par 1’équation (2.25) ou P(Y; = 41,51 = j) =
P(Y1 = yi|s1 = j)P(s1 = j) = fo;(y1)7;, conformément a ce qui était annoncé en section
2.4.2 dans le paragraphe concernant la terminaison, vu que pa(Y;) = {S;} et que S; est
la source du graphe. On obtient alors

Zﬂ-]fﬂ yl H Bbv

vee(l)

En conclusion, la phase arriere est un parcours de I’arbre Y qui commence par les feuilles
et finit par la racine. Lors du parcours, on atteint le sommet Y, : la loi du sous-arbre Y ,,,
sachant 1’état caché S,, puis sachant son parent, est alors calculée. On parcourt ensuite
le sommet parent de Y,. On obtient ainsi la loi conditionnelle de sous-arbres comportant
de plus en plus de sommets jusqu’a arriver a l’arbre entier Y.

Notons que les formules d’initialisation, de propagation (2.29) et (2.30) et de ter-
minaison coincident avec celles de Crouse et al., 1998 [32]. Le fait que les enfants d’un
sommet u doivent étre traités avant lui conduit a une récursion qualifiée d’ascendante
par les auteurs'.

Initialisation de la phase avant

La phase avant est initialisée en les arcs b, pour chaque enfant v du sommet racine. La
quantité a, (j) est par définition égale & P(Y, = y,,S51 = 7). Compte tenu de 1’égalité
P(Y1 =y1,s1=7J) = fo,;(y1)7; et C1 \ 8, = {Y1}, il vient d’apres ’équation (2.26)

abv() 7ij0 yl H 51)/

v €e(1)
v #v

Propagation dans la phase avant
On considere ’arc a,, dont I'extrémité D, est dans 7, . La quantité &, (j) correspond

alors, par définition, & P(Y, = ¥,, S, = 7). La formule de propagation (2.27) donne,
compte tenu de D, \ 8,, = {S,w)} et du fait que I'autre arc incident a D, est by,

G, (J ZP (Su = J|Spw) = k)ow, (k Zpk,]abu (2.31)

De méme que dans la phase arriere, P(S, = j|S,wu) = k) est donné de maniere immédiate
par le parametre py ;. Ceci peut étre retrouvé grace a ’équation (2.23) en déterminant
le plus petit graphe ancestral de D, et celui de {S,}.

Yupward recursion en anglais.
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En considérant I’arc b, dont I'extrémité C,(,) est dans 7;¢, on obtient la quantité dy, (4)
définie par P(Y, = ¥, Spw) = J) et calculée par la formule de propagation (2.27), en
remarquant que Co) \8p, = {Y,(u)}, que a,) est 'arc incident a C,,) situé sur le chemin
de C; & Cyy) et que 'ensemble des autres arcs incidents & C,,) est {b Yoce(pu)\{u} 5 d’0l1

&, (J ZP w) = Yow) [ o) = 7) 8y, (J H B (7

vee(p(u))
v£U
soit
&, (7) = fo, Wpw) Gy, ) [ Bo, (G)- (2.32)
vee(p(u))
vEY

En conclusion, la phase avant est un parcours de ’arbre Y qui commence par la
racine et finit par les feuilles. Lors du parcours, on atteint le sommet Y,. On considere
alors le sous-arbre Y, qui est l’arbre entier privé du sous-arbre Y, dont on calcule la
loi jointe avec I’état caché parent S, puis avec I’état caché S,. On parcourt ensuite les
descendants de Y,. On obtient ainsi la loi jointe de I’arbre entier Y, privé de sous-arbres
comportant de moins en moins de sommets, jusqu’a arriver a I’arbre Y.

Les formules de propagation (2.31) et (2.32) peuvent étre combinées pour donner la

récursion
Ga, () = Y Phj fo Up(u))a ., (K H Bo, (K
k

vee(p(u))
VAU
Or d’apres 1’équation (2.30), on a
_ Pugr (0)
For (ot H By, (k) = oo™, (2.33)
vee(p(u)) ﬁb“ (k)

v#£Y
On en déduit

N Ba (k)
Ga, (J Zp’w G, (k) 1=,

b
ce qui coincide avec les formules d’ 1n1t1ahsat10n et de propagation de Crouse et al., 1998
[32]. Le fait que le parent d’un sommet u doive étre traité avant lui conduit & une
récursion qualifiée de descendante par les auteurs?.

Enfin, il nous reste a déterminer les lois conditionnelles des états cachés des cliques
sachant les variables observées, utilisées dans ’étape E de 1’algorithme EM (voir section
2.3.6). Nous obtenons directement 1’égalité ci-dessous a partir de 1’équation (2.28) en
considérant la clique D,, en remarquant que b, est l'arc incident a D, située sur le
chemin de C; & D, que a, est 'autre arc incident & D, et que D, \ 8, = {S.} :

P(Sp(u) = ka Su =7, Y = y) = P(Su = j|Sp(u) = k)&bu(k)gau (])

2 downward recursion en anglais.
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On obtient donc

Pr.i, (k) Ba, (])

P(Spw) = by S = JIY =y) = P

(2.34)

En considérant la clique C, et en remarquant que a, est l’arc incident a C, situé sur
le chemin de C; a C,, ’ensemble des autres arcs incidents a C, étant {bv}UEc(u), et en
remarquant que Cy, \ 8,, = {Y,}, on obtient

P(Yu:yu‘su:j)d/au(j) H Bbv(])

vece(u)

P(Su:j|Y:y): P(Y:y)

D’ou

fo, W)éa, () T1 B, ()

vec(u)

P(Su:j‘Y:y): P(Yzy)

(2.35)

On peut écrire différemment ces résultats en remarquant que Sy, sépare les diffé-
rentes composantes de Y, & savoir Yo (), Y,,(u) et les sous-arbres {Y, }UEc(p ()\{u} dans
le graphe d’indépendance conditionnelle. Par conséquent,

P(Yu = gu|5p(u) = k)

= P(Yy) = Yo Sotw) = K)P (Y o) = Gpw)Sow) = %) ] P(¥o = 4u[Spw) = k)
vee(p(u))
vFEU
soit encore, en multipliant ’équation ci-dessus par P(Syw) = k),

dbu (k) = fak (yp p(u) H IBb'U

vee(p(u))
vE£U

On déduit de I’équation ci-dessus et des équations (2.33) et (2.34) que

7

P(Sp) =k, S, = jlY = y) = Pr,j Qb (K) Ba, i, (K )B) (5

P(Y = y)Ba, (k

ce qui est la formule de Crouse, Nowak et Baraniuk, 1998 [32]. De plus, d’apres les
équations (2.30) et (2.35), on retrouve leur formule

G, (7). (4)

Remarque 2.17 Les chaines de Markov cachées sont des arbres de Markov cachés par-
ticuliers (arbres linéaires). Or les formules avant-arriére de Baum et al., 1970 [7] sont
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données par les équations suivantes, ot Yi, désigne la séquence (Yy,...,Y:). Rappelons
que Sy est la source du graphe d’indépendance conditionnelle (voir figure 1.5).

Bi(j) = P(Y?H = y?—f—l‘st =j)= ij,klét—f—l(k)fﬂk (Yes1) (2.36)
k

a(j) =P(Y]=9y,S =j) = Zpi,jdt—1(i)faj (ve) (2.37)

On constate que la phase avant ne fait pas intervenir les quantités Bt(j). Ceci s’explique
par le fait que chaque clique est incidente a au plus deux arcs. Cela a pour conséquence
que la phase avant peut étre exécutée avant la phase arriére, ce qui n’est pas le cas en
général dans les modeéles de la classe D. En outre, on peut constater la coincidence de
Ualgorithme de Baum et al. avec le nétre, mis & part les quantités B, qui interviennent
une fois de moins dans chaque équation de propagation, par rapport auz arbres de Markov
cachés. Ceci est di au fait que chaque sommet n’a qu’un seul successeur dans le cas des
chaines.

2.4.5 Algorithme arriére-avant avec des probabilités de lissage

L’algorithme arriere-avant présenté dans les sections 2.4.2 et 2.4.3 a l'inconvénient
de se baser sur les probabilités B.(ss,) = P(Yk, = yx,|Ys. = ¥s,,Ss, = 8s.) et
&a(8s,) = P(Yxs = Yxe, Y's, = Ys,, Ss, = 8s,) qui font intervenir la loi jointe de Y. Le
but est de décomposer la probabilité P(S¢, = s¢,, Y = y) en utilisant la factorisation
(2.28), afin d’obtenir les quantités intervenant dans 1’algorithme EM. Or ces probabilités
sont en substance des sommes de produits de probabilités, d’apres les équations de
propagation (2.20) et (2.27). Ces quantités tendent donc exponentiellement vite vers
zéro quand le nombre de données observées n tend vers +oo (c’est-a-dire en réalité
quand l'arc a s’approche de la clique Cy alors que le nombre total d’arcs est fonction
croissante de n dans l'arbre de jonction, dans le cadre de modeles de Markov cachés
dynamiques). C’est pourquoi les implémentations numériques de l'algorithme arriere-
avant directement basées sur les quantités (5, et &,, sont vouées a des problemes de
limitation due & la représentation des réels proches de zéro®. Ce probleme d’instabilité
numérique est abordé, dans le cas des chaines de Markov cachées, dans Levinson et al.,
1983 [83]. Les auteurs proposent en fait d’utiliser des facteurs d’échelle pour renormaliser
les quantités “avant”, de maniere a ce que leur somme vaille un, puis d’utiliser les mémes
facteurs d’échelle dans la phase arriere. Devijver, 1985 [37] a en fait montré que cet
algorithme ad-hoc pouvait étre justifié par la méthodologie des modeles a espace d’états
(voir également Kiinsch, 2001 [74]).

Cette section montre qu’on peut en fait décomposer directement les probabilités
P(Sc, = s¢,|Y = y), apparentées aux probabilités de lissage P(S, = jlY = y), en
produits de probabilités qui restent bornées quand n augmente (sous ’hypothese que la
taille des cliques est une fonction bornée de n). Ainsi on obtient un algorithme permet-
tant d’utiliser les formules de EM avec un nombre de données observées arbitrairement
grand. En outre, cette section illustre I’avantage de disposer d’algorithmes interprétables

3underflow en anglais.
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en termes probabilistes quand il s’agit de les améliorer, ce qui n’est pas le cas de 1’algo-
rithme d’arbre de jonction par exemple.

Introduction : cas des chaines de Markov cachées

Le probleme évoqué ci-dessus a été traité dans le cas de chaines de Markov cachées
par Devijver, 1985 [37]. Nous avons vu dans la remarque 2.17 que les chaines de Mar-
kov cachées possedent des spécificités par rapport aux arbres de Markov cachés et plus
généralement aux modeles de la classe D, qui rendent les algorithmes de calcul de pro-
babilité plus simples. En particulier, la phase avant ne fait pas intervenir les résultats de
la phase arriere. Nous présentons cependant le principe de 1’algorithme de Devijver en
guise d’introduction.

Nous reprenons les notations de la remarque 2.17. L’algorithme de Devijver est basé
sur la décomposition :

Vte{l,...,n}, P(S,=jY"=qy") = P(S, =Y} =y!)

P(Yi\ 1 = yi|Si = j)
P(Y?-H = y?+1|Yt1 = yﬁ)

qui se substitue a la décomposition habituelle
P(S, =4, YT =yi) = P(Y} = y/|S = )P(Si = j, Y1 = y).
Devijver définit donc les quantités arriere et avant ainsi :

P( ?4—1 = y?+1‘st :.7)
P(Y{, =y YT =9})

puis établit des formules de propagation pour ces quantités. Les quantités avant sont des
probabilités de filtrage, au sens des modeles a espace d’états. Du fait de cette définition,
la phase avant doit étre exécutée en premier car la phase arriere en utilise les résultats.
Une adaptation naturelle des travaux de Devijver & nos modeles consisterait a définir,
pour un arc a = (C;, C;) de I'arbre de jonction (la clique C; étant donc située sur le chemin
entre Cy et C; dans I'arbre),

Bi(j) = ai(j) = P(S; = j|Yt1 = yi);

P(Yk, = yg | Xs, = s,)

ﬂa rg,) =
(@s.) P(Yg, = ’y;ca‘chg = Yke ch = ycj)

et
aa(mga) = P(Xsa = m8a|YIC3 = ylcg)'

Or nous savons, d’apres la section 2.4.3, qu’en dehors du contexte simplifié des chaines de
Markov cachées, la phase avant utilise les résultats de la phase arriere et qu'un algorithme
ou la phase arriére reposerait sur des quantités associées a la phase avant (en 1’occurrence
P(Yg: = Yxe )) est peu susceptible d’exister. Par un argument similaire, la méthode des
facteurs d’échelle de Levinson et al., 1983 [83] ne peut s’appliquer. D’autre part, méme en
tenant compte du fait que dans les modeles de Markov cachés généraux, la phase “arriere”
est exécutée avant la phase “avant” et en définissant les facteurs d’échelle comme une
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quantité de normalisation des quantités arriere, il serait impossible d’utiliser les mémes
quantités de normalisation lors de la phase avant.

C’est pourquoi, en nous basant également sur les travaux de Durand, Gongalves et
Guédon, 2002 [46] concernant les arbres de Markov cachés, nous proposons les définitions
suivantes :

P(Yk, = yx,| Xs, = xs,)
ﬂa(msa) = IC__
P(Yk, = yx,)
P(Yxe = ng‘XSa = s,)
P(Y}Cg = ylcgaYCj = ij|Y/Ca = yICa)'

(2.38)

aq(Ts,) = (2.39)

Il découle de la définition de 3, que

P(Xs, = x5,|Yx, = yx,)
P(Xs, = xs,) '

Ba(s,) =

La quantité P(Xs, = xs,) intervenant au dénominateur n’a pour but que de simplifier
les calculs et d’éviter les redondances, comme nous le verrons ci-dessous.

Remarquons que ces définitions, utilisées avec les chaines de Markov cachées, condui-
raient a la décomposition suivante de P(S; = j|YT = y7), alternative a celle de Devijver

P(Yﬁ = yﬂst Zj)

P(S, = jlY" = y7) =
Se=iVi=v0) = st = yiyr, =y

P(St = .7'|Y?+1 = y?+1)-

Phase préliminaire

Nous proposons un algorithme en trois phases, généralisant 1’algorithme de Durand,
Gongalves et Guédon, 2002 [46] pour les arbres de Markov cachés. Les auteurs proposent
une adaptation “a la Devijver” de l'algorithme ascendant-descendant de la section 2.4.4.
D’apres la définition de S,(xs,), on s’attend & ce que les probabilités P(Xg, = xg,)
interviennent dans 1’algorithme. Nous verrons qu’en réalité, il suffit de connaitre ces pro-
babilités pour les feuilles de I'arbre de jonction uniquement. D’autre part, nous verrons
que, comme dans la section 2.4.3, il est possible de baser la phase avant sur les quantités
o (x,) ol directement sur les probabilités P(X¢, = @¢;|Y = y). Pour I'algorithme basé
sur les quantités a,(®,), le calcul de la loi des cliques P(X¢, = xc,) est nécessaire.
Ce calcul est inutile pour I'algorithme basé sur les probabilités P(X¢, = z¢,|Y = y),
ce qui rend ce dernier préférable lorsque le but est uniquement I'implémentation de
I’étape E de 'algorithme EM. La phase préliminaire consiste a calculer les probabilités
P(Xug = Cﬂug).

En effet, le calcul des probabilités P(X¢, = ;) s'effectue en se basant sur les
remarques 2.14 et 2.15 et sur ’égalité

= P(Xc.\ga = il?cj\sa)P(Xsa\ug = $Sa\ug|Xug = {Bug)P(Xug = $ug). (240)
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De méme, le calcul des P(Xg, = xs,) est basé sur I’égalité
P(Xga = $Sa) = P(Xga\ug = mga\ug|Xug = wug)P(Xu&: = $ug). (241)

D’apres I’équation (2.21), seul le calcul de la probabilité P(X . = ;) n’a pas été traité
précédemment. Deux méthodes sont possibles pour ce calcul :

1. on peut calculer P(X¢; = @¢;) = P(Y¢; = yc;,Sc; = Sc;) par un algorithme
inductif pour toute valeur s¢;, € S¢; (rappelons que Yo, est fixé ici). En effet, nous
avons vu que P(X ¢, = @¢,) se déduit facilement des parametres du modele (voir
la phase de terminaison de ’algorithme arriére de la section 2.4.2). La récurrence
se fait comme suit : soit a = (C;,C;) un arc de 'arbre de jonction. Supposons que
P(X¢; = ®¢,;) soit connue. Comme US C C;, on en déduit la loi de Xy.. La loi de
X, est alors obtenue par les égalités (2.40) et (2.41), ou le calcul des probabilités
P(Xcp\s, = ®c\s,) et P(X s, \ue = ®s,\us| Xve = Tye) est basé sur les équations
(2.22) et (2.23) et sur les remarques 2.15 et 2.14. Cette phase constitue la phase
d’initialisation de ’algorithme de Lucke et de celui de ’arbre de jonction : sa com-

plexité est en O( > taille(C)). Cependant, nous verrons dans la section 2.4.6, qui
CeVg
présente une application aux arbres de Markov cachés de notre algorithme utilisant

les quantités §,(ss,), que cette méthode peut conduire a des calculs inutiles. En
effet, il n’est pas nécessaire de connaitre la loi de X ¢, pour connaitre celle de Xy. :
il suffit de connaitre la loi jointe de ces sommets et de leurs parents. On en déduit
la méthode alternative suivante :

2. on détermine un sommet X j(,l ) de An(U¢) tel que, si ’'on note ’ensemble des ancétres

des sommets de U qui ne sont pas ancétre de X J(,l ) par

Ay = UAnUE) \U(An({X '),

alors tout sommet de A; a ses parents dans Ay U {X } Un tel sommet existe
tou%ours puisque la source Sy vérifie cette pro rlete On choisira alors un sommet

tel que le graphe engendré par A; U {X } comporte un nombre de sommets
minimal. La loi de Xy est alors donnee par

P(Xug = a‘:z,{g) = Z H )\ pa(u):qu X( ) = .7)(}))

T €A,
(aguex P g “=

d’apres la factorisation (1.5). Il sufﬁt alors de parcourir les sommets X, M pour cal-

culer les probabilités P(X ](,1) = a: y ) de manlere inductive. On en dedult P(Xye =

xye) puis P(Xj( ) = xg )) puisque X ) ¢ US. Le probleme de cette méthode est
qu’il est difficile d’en évaluer la complex1te dans le cas général. En particulier, la
détermination d’un sommet X J(,l ) conduisant & un graphe Aj minimal est d’une
complexité difficile a évaluer.

Remarque 2.18 Remarquons que dans les deux méthodes ci-dessus interviennent des
formules comportant des sommations sur toutes les valeurs possibles des ancétres de
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certaines variables aléatoires. Notons que parmi ces ancétres ne peut figurer aucune
variable aléatoire a valeurs continues, puisque nous avons fait I’hypothése que celles-ci
étatent sans descendants. Dans le cas contraire, il faudrait étre en mesure d’intégrer des
probabilités sur toutes les valeurs possibles des variables aléatoires a valeurs continues.

Phase arriére

Nous reprenons les notations de la section 2.4.2. De maniére immédiate, d’apres la
définition (2.38), il vient

Ba(zs,) _ P(Xs, = z5,|Yx, = Yx,)
P(Yk, = yx,) P(Xs, = xs,) '

Ba(zs,) =

On déduit donc de la formule de propagation (2.20) pour B, (zs,)

P XSa —wsa ~
P(XSa = mSa.|YK:a, = ylcg,) = P((Y]c — ylc ))ﬁa(msa)
P(Xs, = xs,)
== 2 = P X . = L. X =2
P(Yk, =yx,) % Ko, = Zane. Ko = 2s)
Cj\sa Cj\sa

<[P, = v, )6, (a5, )1} ,
I
d’ou, comme les P(Y'k,; =y, ) ne dépendent pas des sc;\s,,
Jl

[P(Yr, =vx,)
P(Xs, =x5,|Yk, =y, ) = P(Xs, =xs,
s, =@V =) = P =28) " py g )

X Z P(ch\sa = mcj\sa |X8a = msa) H /Bajl (msajl )
l

8c;\84€5¢c;\84

olt P(Xye = xy:) est donné par la phase préliminaire. Les probabilités
P(Xcp\s, = ®c\s,| Xs, = Ts,) et P(Xs,\ue = s, \ue| Xve = Tue)

sont déterminées de la méme maniére que dans la section 2.4.2, voir remarques 2.14 et
2.15. Ceci permet de calculer

P(Xsa = wsa) = P(Xga\ug = wga\ug|Xug = wug)P(Xug = wug).

En pratique, on calculera ensuite les quantités intermédiaires

fya(wsa) = Z P(ch\ga = mCj\sa, ‘Xsa = wsa) H ﬂajl (msajl) (242)
l

8¢;\84€5¢;\84
P(Yk, = yx.)
P(Xs, = ws,) [ 1 P(Yio, = v, )

= P(Xs, = @s,|Yk, = yg,)
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puis, en remarquant que
Y P(Xs, =s,|Yi, =yx,) =1
T, €EXs,

et en notant

No=) P(Xs, = &s5,)%(®s,),

:iga
on obtient
5 - P(YIC Y )
Na = P XSa =T, )Va\Ls,) = - . 3
; ( J(@s) = 1 P(Yx., =vx, )
a l l
dou P(Xs, = 25,)ya(es,)
= xg3, )V (s,
P(Xs, = @[V, = yp,) = — et
et

Initialisation de la phase arriére

La phase arriere est initialisée par le calcul des probabilités

P(Xsa = 338@) = P(Xsa\ug = msa\ug|Xug = wug)P(Xug = mug),

(2.43)

(2.44)

ot P(Xye = xye) est donnée par la phase préliminaire et ot P(Xg,\ue = ®s,\ue| Xve =
xy:) est déterminée de la méme maniere que dans la section 2.4.2, c’est-a-dire par le
dénominateur de I’équation (2.22) ou directement par P(Xy. = @y ), voir également la

remarque 2.15 et la section 2.4.2, équation (2.23).

Ensuite, la quantité 3,(as,) est initialisée par 'équation (2.24). Puis de méme que

dans les équations (2.42) a (2.44), la quantité f,(xsg,) est initialisée par

Ya(@s,) = Ba(s,),
No= ), P(Xs, =2s,)7(Zs,) = P(Yk, = yx,)

&g, €EXs,

et Ba(wsa) = %S\wfsa)'

a

Notons que pour les arcs a incidents aux feuilles de I’arbre de jonction, la quantité N,

P(Yg, = '!l/ca)
HP(YICajl =Yk, )
l K

vaut P(Yx, = yx,) et non pas

comme pour les autres arcs.
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Commentaires sur la propagation dans la phase arriere

Soit un arc a = (C;,C;) de I'arbre de jonction. Par définition de la phase arriere,
les quantités ﬁ% (wgaj ) sont supposées connues pour tous les arcs a;, incidents a C;
1

autres que I'arc a (qui est le seul menant vers Cp) et pour toutes les valeurs possibles
de Ts,, € Xsaj,' Nous désirons calculer S,(s,) & partir des S, (:Bgajl ). Les équations
de propagation sont données par les formules (2.42) & (2.44). Les probabilités P(X¢, =
xc,) sont calculées par I’équation (2.40), puis stockées en mémoire si I’algorithme avant
utilisant les quantités a,(xs,) doit étre exécuté apres. Cela n’est pas nécessaire si c’est
I'algorithme avant utilisant les probabilités P(S¢;, = s¢;|Y = y) qui est exécuté apres.
Les quantités de normalisation N, doivent étre stockées dans tous les cas oll une phase

avant est exécutée ensuite. Les produits partiels [] Nz, ou plutot les sommes partielles
i€7a

> In(N;), doivent étre également stockées pour le calcul de la vraisemblance dans la

G€Ta

mesure oll une récurrence montre facilement que P(Y i, = yy, ) est égal au produit des

quantités Nz pour tous les arcs @ parcourus, y compris arc a (c’est-a-dire pour tous les

arcs de 7,, y compris 'arc a). En résumé,

P(Yk, =yx,) =No [[ M- (2.45)

a€Ta

Calcul de la vraisemblance

La vraisemblance de A est obtenue lorsque le parcours de tous les arcs de ’arbre
de jonction est achevé. Nous notons ai,...,a; les arcs incidents & Cy dans I’arbre de
jonction. L’équation (2.25) donne

P(Y=y)= ) P(Xe=2c)]][[P(Yr, =yx,)bu(zs,)]

SCOESCO l

IIHY@=y@4 S [P(Xe, = ze,) [] Bu@s,,)]

sc ESCO l

avec ];[P(Y,Cal = y,cal) = HTNa d’apres I’équation (2.45). Par conséquent,
ac

m(PY =y)=ln| Y PXe=2c¢)]]blul@s,) ]|+ )

8¢y GSCO a€T

ou les sommes partielles > In(N,) ont été stockées dans la phase arriere et ou P(X¢, =
aE'Ezl

Z¢,) est un produit de parametres du modele - voir la phase de terminaison de l'algo-
rithme arriere utilisant les (3, section 2.4.2. Si la phase avant doit étre exécutée, on
PY =y)

TPV, =ve,)

gardera en mémoire la quantité N =
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Phase avant

Nous reprenons les notations de la section 2.4.3. D’aprés la définition (2.39) de
aq(xs, ), il est clair que

&CL (wsa )P(Y’Ca = y’ca)

P(Xs, =zs,)P(Y =y) (2.46)

aq(®s,) =

I1 découle alors de I’équation de propagation avant (2.27) que

P(Xs, =xs,)P(Y = y)

Qg (T8,
P¥r, =) o)
P(Xs, =z, )JP(Y =y)
= Y P(Xci\s,, = ®ci\s,, | Xs,, = s, ) —
= 0 0 0 0 P(chai0 = yICaio)

X0t (@) [[IP(V i, = Uk, ) (5.,

l

N P(Yi,, = "J/caio)
“o P(Yk, =yx,) [1P(Yk., =k, )
1 ! K

donc

O{a(a.’.sa) =
1
N Y P(Xcps, = Tens. | Xs, = s,) e, (Ta) [ | Ba, (@s,, )- (2.47)
l

o
0 8¢;\8,€5c;\8a

Initialisation de la phase avant

Soit a = (Cy, C;) un arc incident a Cy. On note aj,, ... ,a;, les autres arcs incidents &
Co. A partir de 1'égalité (2.46) et de ’équation (2.26), on obtient

P(Xs, = xs,)P(Y = y)

Qg \ L,

P(Yx, = yx,) (zs.)

— Z P(XCO = wco) H[P(Y’Ca” == yICajl )ﬁajl (wSajl )]’
8¢o\8a €5co\8a :

soit
1
Oa(2s,) = 47 Y P(Xcps, = Xens,| Xs, =ws,) [ [ Ba, (s.;,)  (248)
8Co\SaE‘SC0\Sa l

ol P(Xe¢p\s, = Xco\s.|1Xs, = @s,) a déja été calculé a partir des parametres lors des
dernieres étapes de la phase arriere.
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Commentaires sur la propagation dans la phase avant

Soit @ = (C;,C;) un arc de 'arbre des cliques. On note a;, 'arc incident & C; qui
intervient dans le chemin entre Cy et C; dans I'arbre de jonction et a;, ... ,a; les autres
arcs, différents de a et incidents a C;. La propagation consiste simplement en ’application
de la formule (2.47) ol les probabilités P(X¢,\s, = xc,\s,|Xs, = Ts,) ont été calculées
puis gardées en mémoire lors de la phase arriere.

Les probabilités nécessaires a 'implémentation de ’algorithme EM sont calculées en
adaptant ’équation (2.28), qui donne

P(Sc, = s8¢, Y =y) =
P(Xs, =ws, )P(Y =y)
P(chai0 = Yk., )
20

xP(Yr, = y,)Bu(ws,) [[IP(V i, = wx,, VB (@5,,)]
l

P(Xcns,,, = Tei\sa, | Xs.,

0

= mSG”iO ) aaio (wSa’iO )

Compte tenu de I’équation

IV P(YIC%-O = yic%.o)
Gig P(YICa = y’Ca) H P(Y’C“il = y’Cail)’
l

on obtient en définitive

aaio (wsai )
P(Scz = SCi‘Y = y) = P(XCi = wCi)Toﬁa(wSa) Hﬁail (msail) (249)
l

Guio

ou les probabilités P(X¢, = ) ont été calculées lors de la phase préliminaire, ou se
déduisent de I’équation (2.40).

L’algorithme arriere-avant utilisant les probabilités de lissage est de complexité égale
a celle de 'algorithme de Lucke, 1996 [87] (ou celui d’arbre de jonction) dans la mesure
ou la phase d’initialisation de ce dernier consiste a calculer les P(X c; = a:cj), qui sont
également calculés dans notre algorithme. Les calculs de propagation de 1’algorithme
d’arbre de jonction sont de méme complexité que ceux de notre algorithme, d’apres
la formule (1.4). Il s’ensuit que notre algorithme est de complexité (au pire) d’ordre

O( > taille(C)).

CeVg

Dans le cas classique, par exemple de modeles de Markov cachés dynamiques (chaque
variable aléatoire du modele pouvant alors prendre au plus K valeurs), o chaque clique
a un nombre de variables aléatoires Nz borné par L et ou le nombre de cliques est une
fonction polynomiale de degré m du nombre total N de variables aléatoires du modele, la
complexité de calcul de notre algorithme arriere-avant utilisant les probabilités de lissage
reste dans O(KLN™). Par rapport & lalgorithme arriére-avant utilisant la loi jointe de
Y et les quantités 3, et G, (sections 2.4.2 et 2.4.3), algorithme ci-dessus requiert une
phase préliminaire supplémentaire dont la complexité est encore dans O(KEN™).
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La phase arriere de notre algorithme arriere-avant utilisant les probabilités de lissage
est basée sur les quantités

P(Yi, = yx,| Xs, = s,)

P(Yk, = yx,) ’
c’est-a-dire essentiellement sur les probabilités P(Xs, = xs,|Y x, = yx,) dont le maxi-
mum sur xg, € Xg, est une fonction bornée du nombre de données observées n, quand

a est proche de Cy — du moins sous ’hypothése que le nombre de variables aléatoires des
cliques ne croit pas avec n — puisque

Y P(Xs, =&Yk, =yg,) =1

ZEXs,

Ba(s,) =

Ainsi, les quantités 3,(xs,) ne tendent pas vers 0 lorsque a se rapproche de Cy. De méme,

les probabilités P(S¢, = s¢;|Y = y) ont un maximum sur s¢; € S¢, qui reste borné.

oy (x,)
N,

a
ag(x,), restent elles aussi bornées. Ceci explique que notre algorithme ne soit pas sujet
au probleme des limitations liées a la représentation des réels proches de zéro (under-
flow). Cette propriété est rendue plus évidente par la variante ci-dessous.

On en déduit, d’apres I’équation (2.49), que les quantités , soit en général les

Variante de la phase avant

D’apres les équations (2.27) et (2.47), il est facile de construire une phase avant
calculant directement les probabilités P(Sc,|Y = y) de maniére inductive. On obtient
alors I’équation d’initialisation

1
P(SCO = 8C0|Y = y) = NP(XCO = xCo) Hﬁaz (a:Sal) (250)
l
ou {ay,...,a} désigne 'ensemble des arcs incidents a Cy et ou la quantité [ | P(Y,Cal =
l

y,cal) est donnée par || N,, comme dans le calcul de la vraisemblance. L’équation de
a€T
propagation permettant de déterminer P(S¢, = s¢;|Y = y) a partir de P(S¢;, = s¢,|Y =

y), ou (C;,C;) = a est un arc de P’arbre de jonction est

P(S¢;, = s¢;|Y = y) (2.51)

P(Xcas, = Tes, | Xs, =
( = N BC]E'?J ) - Sa) Hﬁajl (SSajl) Z P(SCz = 3Ci|Y = y)
aPal\S§, I 8¢,\84€5¢;\8,

Les arcs distincts de a et incidents & C; sont désignés par a;,, ... , a;,, de la méme maniere
que dans les paragraphes précédents. [’équation ci-dessus montre qu’un algorithme avant
basé directement sur les probabilités P(Sc;, = s¢;|Y = y) rend inutile le calcul des
quantités P(X¢, = @¢;) lors de la phase arriere puisqu’elles n’interviennent pas dans
I’équation ci-dessus. Le calcul des probabilités P(Xy. = xy.) est suffisant ; il est effectué
dans la phase préliminaire de I’algorithme.
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2.4.6 Application aux arbres de Markov cachés des algorithmes
arriere-avant avec probabilités de lissage

Dans cette section, nous appliquons 1’algorithme arriere-avant utilisant des proba-
bilités de lissage de la section 2.4.5 au modele d’arbre de Markov caché de la section
2.4.4. Nous rappelons ci-dessous les notations concernant les cliques de la structure de
ce modele et I’arbre de jonction (figure 2.12).

/

Fia. 2.12 — Arbre de jonction des arbres de Markov cachés

Phase préliminaire

Rappelons que la phase préliminaire consiste a calculer, de maniere inductive, les
probabilités P(Xye = xye) pour tous les arcs a de I'arbre de jonction. Or nous avons
vu dans la section 2.4.4 que U = §, pour tout a € T, c’est-a-dire que US est I'un des
ensembles {S,}. D’apres la partie de la section 2.4.5 dédiée a la phase préliminaire, une
premiere méthode de calcul peut étre envisagée. Elle consiste, a partir de la loi de S
donnée par le parametre 7, a calculer la loi de chaque clique par les équations

P(Sy = j,Spw) = k) = pr,jP(Sp) = k)
et

puis & déduire la loi de .S, de la loi de (S, Syw)) par exemple. Cependant, le calcul de la
loi du couple (Y, S,) est en fait inutile : seule la loi de S, nous intéresse. C’est pourquoi
il est préférable de recourir a la deuxiéme méthode, a savoir : déterminer un sommet S,
de An({S,}) tel que tout sommet de I’ensemble A, défini par

Ay = An({Su}) \ An({Sw})

ait ses parents dans A, U {S,/}. On doit choisir S, de sorte que A, soit le plus petit
possible. On trouve alors S,y = Sy : c’est le parent de S,. Dans ce cas, A, = {S,}. On
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obtient alors la récursion
P(Sl = _]) =Ty
et Yu, P(Sy=17)=> 0k;iP(Spw) = k),
k

qui suffit a calculer la loi marginale de chaque état caché S, mais dont la complexité est
moindre que celle de la premiere méthode, consistant a calculer la loi de toutes les cliques.

Phase arriére

D’apres les sections 2.4.5 et 2.4.4, la phase arriere est initialisée en les cliques feuilles
C, de ’arbre de jonction, 'indice u étant lui-méme une feuille de I’arbre des indices. La
clique C, est incidente a l’arc a,, donc la phase arriére est initialisée par le calcul des
quantités .
fyau(j) = ﬂau(j) = f@j(yu)a
Nau = ZP(Su :j)f)/au(j) = P(Yu = yu)
J

ot fulf) = 20

La phase de propagation consiste en les équations (2.42) & (2.44). Leur application
aux arbres de Markov cachés donne

Y (5) = ijpj,kﬁau (k)

Now = 3PSy = )1 (d) (2.52)
N Yoy (J)
B, (4) = N,

ce qui correspond a I’équation (2.29) avec 'introduction d’une quantité de normalisation.
De méme on obtient

Yau (k) = fo(yu) 11 Do, (k)

vee(u)
New = ij P(Sy = k)Ya, (k) (2.53)
_ fyau (k)
Bau (k) - Nau ’

analogue a I’équation (2.30). Par définition,

P(Sp(U) = ]‘Yu = yu)
P(SP(U) =)

Br, (J) =

et
P(S,=klY,=1y,)

k) =
P th) = =55, = h)
Le calcul de la quantité de normalisation A, mérite d’étre commenté dans la mesure ol
Ks, = Kq,, et donc
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ce qui s’explique, entre autres, par le fait que a, est le seul arc distinct de b, incident
a D,. En revanche, comme C, admet les arcs incidents a,, et {bv}v@(u) — donc au moins
trois arcs incidents en général — il vient

P(Yk., = Yx,,) P(Yk,, =yx,,)
Na, = - . = w1 en général.
l_{ )P(Yzcbv = Yx,,) l_{ PY, =y,
vee(u vEC u

Ceci montre d’'une part que cet algorithme avant-arriere, du fait de sa généricité, peut
conduire a faire des calculs inutiles. Le caractére explicite (vis-a-vis du rdle des pa-
rametres, et en termes probabilistes) de ses formules de transition est toutefois un atout
puisqu’il permet une détection aisée des calculs inutiles et une optimisation rapide de
I’algorithme pour un modele particulier. D’autre part, un argument semblable explique
I’absence de phase préliminaire dans 1’algorithme de Devijver dans les chaines de Markov
cachées. En effet, dans ces modeles, chaque clique est incidente a au plus deux arcs de
Parbre de jonction et le dénominateur P(S; = j), dans les quantités arriere, se simplifie
avec les quantités de normalisation et les P(S; = j) intervenant dans la définition des
v:(j) — voir équations (2.42) a (2.44).

Enfin, le calcul précédent, les équations de propagation (2.52) et (2.53) et la définition
de By, (j) et Ba, (k) permettent d’établir les formules

P(Su_]|Y Zp S _k‘Y u)
P(Spw) = J) T P(S, = k)

vEe(u)
Nau

On obtient ainsi les formules de propagation de la phase ascendante (autrement dit,
arriere) de l'algorithme ascendant-descendant utilisant les probabilités de lissage pro-
posé par Durand, Gongalves et Guédon, 2002 [46]. Le calcul de la log-vraisemblance

coincide également puisqu’il est donné dans les deux cas par In(L,(A)) = [] In(N,) ou
acT

fHk(yu) { H ﬁau(k)} P(Su = k)
P(S,=klY,=y,) = :

la définition de la quantité Nj est étendue a la clique Cy par
Z 7ij<9 yl H Bbu
’LLEC

Phase avant

Nous présentons ici la phase avant basée sur la loi jointe des variables cachées de
chaque clique conditionnellement au processus observé. D’apres I’équation (2.50), cette
phase est initialisée par

P(Si=klY =y) = %ﬂ'kf@k(yl) H B (k)

u€ec(l)
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ou la quantité de normalisation

PY =y)
H P(Yu = yu)

uec(l)

N:

a été utilisée lors du calcul de la vraisemblance.
En considérant ’arc a,, on obtient d’apres la formule (2.51) la premiére équation de
propagation

p(su:k|Y:y):A/c”’“ﬁﬂH5bv ZP ow) = I, Su = kY = y)

En remarquant que d’apres les équations (2.52) on a

foo(yu) 11 Do, (k)

vece(u)

Ny Bay (F)

on obtient un équivalent trivial de I’équation ci-dessus

=1,

P(S, = kY =y) = ZP o) = J:Su = kY =g). (2.54)

En considérant I’arc b,, on obtient

P(Sywy = 4,5 = K|Y = y) = Nbpé;()ﬁau() (Syw) = J]Y = v)

On en déduit, vu que N, =1,
P(Syw) =5, Su = kY =y)

_ Pk P (Spw) = J)
P(Sp(u) = _]|Yu = yu)P(Su = k‘)

ce qui est exactement 1’équation de propagation avant de Durand, Gongalves et Guédon,
2002 [46]. On déduit également, en combinant 1’équation ci-dessus et ’équation (2.54),
la récursion

P(S.=klY,=1y,) Pk P (Spw) = J) .
P~ =) - 3 Dy e =Y =

qui correspond également a l’algorithme de lissage de Durand, Gongalves et Guédon.
[’algorithme présenté dans la section 2.4.5 en est donc une généralisation.

Exemple numérique

Nous considérons une réalisation du modele d’arbre de Markov caché de la section
1.3 du chapitre 1 dont nous rappelons ci-dessous les parametres. Le parametre m désigne
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la loi de la racine S7, qui est un état caché. Les lois d’émission sont les lois gaussiennes de
parametres (uy, 07). La matrice de transition entre un état caché pére et ses descendants
est notée P. Nous utilisons donc les valeurs :

7Tl:1 7T2:0 /,[,1:—3 g%:l /'1’2:3 0.522 P:|:0’9 0,]_:|

0 1

L’arbre considéré est binaire et équilibré, de profondeur 8 et comporte donc 28 —1 = 255
variables aléatoires observées. Dans un premier temps, nous calculons la vraisemblance
du parametre ayant servi a générer les données par 1’algorithme ascendant de Crouse,
Nowak et Baraniuk, 1998 [32] a I’aide d’un programme écrit en MATLAB (version 6.0.0.88
(R12) pour Linux). Les quantités intermédiaires § utilisées dans I’algorithme ont une
valeur inférieure au plus petit réel positif représentable en MATLAB, c’est-a-dire environ
2,2251.1073% et la vraisemblance ne peut donc étre calculée par cet algorithme. Puis
nous calculons la vraisemblance par notre algorithme ascendant utilisant des probabilités
de lissage. La vraisemblance obtenue est d’environ 107°7L, Il est possible de simuler des
arbres de profondeur 13 avec les parametres ci-dessus, soit des arbres a 8191 sommets.
Il s’agit du plus grand arbre binaire pouvant étre stocké par MATLAB, vu la mémoire
disponible (256 Mo). La vraisemblance peut encore étre calculée pour de tels arbres,
et vaut environ 1072334 De tels ordres de grandeur pour les probabilités mises en jeu
montrent I'importance d’algorithmes calculant directement la log-vraisemblance (comme
les algorithmes de lissage, section 2.4.5) et non la vraisemblance (comme les algorithmes
de factorisation de la loi jointe, section 2.4.2). Bien siir, ’estimation des parametres a
partir de processus arborescents simulés de profondeur supérieure a 8 n’est possible par
la méthodologie EM qu’en utilisant [’algorithme ci-dessus, et non pas 1’algorithme de la
section 2.4.4.

2.4.7 Calcul de probabilités dans les modeles non orientés tri-
angulés

Nous avons annoncé, dans le chapitre 1 section 1.5, qu’il est facile d’appliquer les
algorithmes précédents aux modeles graphiques non orientés triangulés. D’apres Lucke,
1996 [87], on peut paramétrer de tels modeles par les A\, = P(X¢ = x¢) ou x¢ décrit
toutes les valeurs possibles de A — si toutes les variables aléatoires intervenant dans
le modele sont a valeurs discretes. Les formules de réestimation de 1’algorithme EM a
I'itération 7 sont alors

~

Aze = Pro-1(Se = s¢|Y = y) Ly o=y, }-

Les probabilités Py, -1)(Sc = s¢c|Y = y) peuvent étre calculées par les formules arriere-
avant de la section 2.4.5. Les calculs sont grandement simplifiés par le fait que P(X¢ =
xc) est donné par le parametre \;, et par conséquent,

— n’importe quelle clique du graphe peut faire office de clique Cy pour terminer 1’al-

gorithme ;

— le calcul de P(X¢ = x¢) ne demande ni calcul inductif, ni phase préliminaire.
On obtient ainsi un algorithme efficace et numériquement stable pour le calcul des pro-
babilités dans les modeles non orientés triangulés.
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2.4.8 Modeles homogenes avec des parametres nuls

Dans la section 2.3.2, nous avons fait ’hypothése que les probabilités P(X, =
Ty| X pa(u) = Tpa(u)) Etaient strictement positives pour chaque sommet u, pour chaque
valeur de z, dans &, et de x,,,) dans X,,«), afin que la log-vraisemblance complétée
soit définie et qu’on puisse estimer les parametres par ’algorithme EM. Ceci revient a
supposer que tous les parametres m; et pg; sont strictement positifs. Quant aux proba-
bilités Py, (y), on fait en général ’hypothese que le support de Py ne dépend pas de 0,
auquel cas la vraisemblance est nulle dés que 'un des y, n’est pas dans ce support. Dans
plusieurs phénomenes réels d’'intérét, on peut observer des états transitoires ou des états
absorbants, comme par exemple en reconnaissance de la parole (voir Rabiner, 1989 [102])
ou encore en fiabilité de logiciels (voir I'application du chapitre 3). La modélisation de
tels phénomenes requiert 'hypothése de nullité de certains parametres.

Ainsi, nous considérons un modele de Markov caché homogene de la famille D tel que
pfluz = 0 pour un certain couple (a, ). Il est en fait possible d’estimer le parameétre p® en
tenant compte de cette contrainte : pour chaque sommet u de la classe d’équivalence u
associée au parametre p(@, d’apres la propriété 1, ensemble {u}U pa(u) est inclus dans
une clique C; de 'arbre de jonction. D’apres la section 2.3.3, la formule de réestimation
de p(u) est une fraction faisant intervenir Pje-1) (Spaw) = Spa(w)|Y = ¥y) ou Py-1)(Su =
1, Spa(u) = spa(u)\Y = y) au numérateur, suivant que X, est observée ou cachée. Cette
probabilité s’obtient a partir de

P (Sep\aufi)) = 8cj\UaL{i})> Stta = Qus, Su = 1Y = y),

calculée par l'algorithme arriere-avant des sections 2.4.2 et 2.4.3 (formule (2.28) par
exemple, ou sa variante). Cette formule montre que la probabilité P;,—.)(X c; = ¢ Y =
y) est proportionnelle & P, 1) (X¢; = x¢;), qui peut elle-méme s’écrire

Psw-1)(Se; = s¢;)
- H P;\(n_l)(X](l) - xg'l)|XJ(l) =), x0T = x(l_l))PJ\m—l)(Xg(l) =),

J J J J
1>1
avec les notations de la figure 2.1. Or la variable aléatoire X, est I'un des XJ@

définition de C; donc pa(X,) = {X M X](-l_l)} et

par

! D)+ (1 1 -1 -1
Py (X = 2| x Y :a:§. ) XD = gDy g,

des lors que pffz) = 0 pour le parametre Am=1) 3 Ditération précédente de 1’algorithme
EM. Donc Pi(n,l)(Scj\(uaU{,-}) = 8¢;\(UaU{i})> Su, = aug, S = i|Y = y) = 0 pour toute
valeur de sc;\@,u(i}) et le numérateur de la formule de réestimation de pgz est nul.

En conclusion, comme il a été remarqué dans Rabiner, 1989 [102] dans le cadre des
chaines de Markov cachées, I'imposition de contraintes de type pfl) = 0 ne modifie pas
I’étape M de l'algorithme EM, en réalité. Ceci provient du fait que toute valeur des
parametres de transition (ou des parameétres initiaux) valant 0 & initialisation de I’al-
gorithme reste nulle a chaque itération 7, comme nous venons de le montrer. En conclu-

sion, l’algorithme EM de la section 2.3 reste valable méme quand la log-vraisemblance
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complétée est nulle pour certaines valeurs de s, autrement dit quand dans le modele,
certaines probabilités de transition P(X, = 4| X ,.(u) = Tpa(u)) sont nulles. En revanche,
nous conserverons ’hypothese que pour tout ensemble % de sommets dans Uy, le support
de Pyw) ne dépend pas de la valeur de 6@

2.4.9 Simulation des états cachés dans les variantes stochas-
tiques de EM

Dans cette section, nous montrons comment simuler les états cachés de maniere a im-
plémenter les algorithmes SEM et EM a la Gibbs. Rappelons qu’il s’agit d’algorithmes
de restauration-maximisation qui consistent a remplacer les données manquantes s par
un tirage aléatoire 8, dans I’étape de restauration.

Algorithme SEM

Dans le cas de 'algorithme SEM, les données manquantes sont simulées suivant la
loi
P (S =slY =y).
Nous supposons donc, dans cette section, la loi P fixée a Pj(,. Pour implémenter I’al-
gorithme SEM, il suffit de savoir simuler §; suivant la loi P(S; = s;]Y = y), puis en
supposant que 'on ait simulé la séquence (31,...,3§;), notée .§t1, de savoir simuler §;;4
suivant la loi

P(Sp1 = 5111|871 = 81, Y = ). (2.55)

Ceci provient de la factorisation suivante de la loi P(S =s|Y =y) :

P(S=s]Y =y)=P(Si =s1|Y =9) [ [ P(Sir1 = s111[S] = 81, Y = y).
t

Nous proposons, pour simuler ainsi les états cachés, une méthode dont la premiere
étape est I'exécution de ’algorithme arriere-avant utilisant les probabilités de lissage de
la section 2.4.5. On obtient ainsi les quantités (,(ss,) pour chaque arc a de I’arbre de
jonction et les probabilités P(Sc, = s¢;|Y = y) pour chaque clique C; de I'arbre de
jonction. La loi conditionnelle P(S(gl) = j|Y = y) de la source Sy = S(()l) se déduit de

la loi P(S¢, = s¢,|Y = y) par sommation sur toutes les valeurs possibles de SCO\{S(”}'
0

Les états cachés (Sél))l de Cy sont alors simulés de maniere séquentielle. Supposons que

(§él), e sél 1)) soit une réalisation du processus (S(()l), e ,Sélil)), suivant sa loi condi-
tionnelle sachant Y = y. Alors
P(Sy =4I = 8,88 V=5, Wy = y)
n . - =
(S( —j,S(l)—S(() . S( 2 :sg 1)|Y=y)

S PSP =j,50 =50, si TV =5y =y)
]I

ot P(SSP = 4,80 =3V, ..., 88D = bWy = ) se déduit de P(Sc, = s¢,|Y = y).
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Les états cachés des autres cliques sont alors simulés par un parcours de I'arbre de
jonction de type avant : soit a = (C;,C;) un arc de Iarbre de jonction 7, la clique C,
étant donc située sur le chemin entre Cy et C; dans 7. On suppose avoir simulé un certain
nombre d’états cachés appartenant a un ensemble de sommets A inclus dans I’ensemble
U(TF) de la partie de 'arbre jonction (séparé par I’arc a) contenant Cy. On suppose
de plus que A contient les sommets cachés U(C;) N Us de la clique C;. Ainsi, §4 est
une réalisation du processus 54 tirée suivant sa loi conditionnelle sachant ¥ = y. La
simulation des états cachés de C; \ A suivant la loi P(Sc,\a|Sa = 84,Y = y) se fait
comme suit. Rappelons que K¢ est ’ensemble des sommets des cliques de 7, (voir figure
2.1). Alors par hypothese, A C K¢. Par conséquent,

P(Sca = 8c\a|Sa=384Y =y)
= P(Sc\a = sc\alSas, = 8a\8,, 55, = 85,, Y5, = Ys,, Y1y \80. = Yuip\8,)
= P(Sc\a = 8c;\4|Ss, = 3s,,Ys, = Us,, Yiy\8. = Yuy\8.) (2.56)
= P(Sc¢j\a = sc;\a|Ss, = 8s,, Y = y)
_ P(Scpa = scj\a,8s, = 83,|Y =y)
B NZ P(SCj\A = ng\A’ SSa = éga‘Y = y).

Sc;\A

L’équation (2.56) provient du fait que §, est un séparateur de cliques, donc par définition
de K¢, ses sommets séparent ceux de C; \ 8, de ceux de <. Par conséquent, les sommets
de Ss, et Y séparent également ceux de C; \ 8, de ceux de . Il s’ensuit que Se¢;\a
est indépendant de Sa\s, sachant {Ss, = 8s,} N {Y = y}. Comme la loi P(S¢, =
s¢;|Y = y) est donnée, pour tout s¢; € S¢;, par I'algorithme arriére-avant, on en déduit
P(Scj\a = 8c;\a|Sa =84, Y = y) pour tout sc,\4 € S¢;\a- Soit {S1,...,S5;} 'ensemble
des variables cachées de C; \ A. Ces variables aléatoires sont simulées suivant la méme
procédure que pour celles de la clique Cy, c’est-a-dire que
— l'on simule une réalisation §; de la variable S7, tirée suivant la loi

P(Sl :j|SA:.§A,Y=y)
= Z P(Sl :j,nggg,... 7Slj :§lj|SA:§A,Y:y).

O
— les autres variables S; sont simulées séquentiellement : supposons que (81,...,5 1)
soit une réalisation du processus (S, ... ,S; 1), suivant sa loi conditionnelle sachant

Y = y. Alors 5; est simulée suivant la loi
P(Sl :.7‘51 = él)"' :Sl—l :él—lasA = gAaY :y)

_ P(Si=7,51=351,...,5-1=3_1|8S4=84Y =y)
YP(Si=35,51=51,...,51=5_1|8Sa=54Y =y)
jl

ou P(Sl = jl,Sl = §1,... ,Slfl = §171‘SA = .§A,Y = y) se déduit de P(Scj\A =
Scj\A|SA =38,Y =y).

En conclusion, seuls les sommets de § appartenant & C; (et méme, plus précisément,

seuls ceux appartenant a C; N C;) interviennent dans le tirage des variables aléatoires
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de C; quand un algorithme de type avant est utilisé (parcours de I’arbre de jonction en
partant de Cy et en allant vers les feuilles de 'arbre). La formule (2.55) laisserait penser
que l'ordre dans lequel les états cachés sont simulés est crucial. En réalité, nous avons
une grande latitude pour le choix de cet ordre : d’apres ce qui précede, il suffit, pour
simuler les états cachés d’une clique C;, que tous les états cachés des cliques situées sur
le chemin entre Cy et C; dans l'arbre de jonction aient été simulés. Enfin, cette étape

est d’une complexité O( Y taille(C)). Cette complexité est due a 1’exécution préalable
CeVg
de ’algorithme arriere-avant. Rappelons que dans le cas de modeles de Markov cachés

dynamiques, ou chaque variable aléatoire du modele peut prendre au plus K valeurs, ou
chaque clique a un nombre de variables aléatoires Nz borné par une constante L et ou
le nombre de cliques est une fonction polynomiale de degré m de N, la complexité de
calcul de l'algorithme arrieére-avant est O(K*N™). A titre d’exemple, dans les chaines
de Markov cachées, la complexité de cet algorithme est O(K?n).

Algorithme EM a la Gibbs

Dans le cas de 'algorithme EM a la Gibbs, on suppose qu’on a, a l'itération n de
I’algorithme, une réalisation 39 du processus caché. Comme dans ’algorithme SEM,
les 2" sont simulés de manieére séquentielle: cependant, la maniére de simuler les états
cachés differe de celle de I'algorithme SEM. On simule tout d’abord S; suivant la loi

P(SI|Y =y, [ {S, =37I}), (2.57)
v#£1

a(m)

ce qui fournit une réalisation 5" puis on simule S5 suivant la loi

P(Se|Y =y, 8 = ", ({8, = s71),
v#£2

et ainsi de suite. On suppose donc avoir simulé les états cachés de I'ensemble A C Ug et
on désire simuler Sy, pour u € U \ A, suivant la loi

P(S,=jlY =y,84=57, (] {S,=35"").
vE Aw#u

Notons en(u) I'ensemble des enfants du sommet u de U, c’est-a-dire :
en(u) = {u' € U|(u,u) € £}

ou & est 'ensemble des arcs de G. D’apres Spiegelhalter et al., 1996 [112] la probabilité
ci-dessus s’écrit

P(Sy =jlY =y, [ {8 = s.}) (2:58)
vFEY
P(Sy = j| X paqu) = Tpaw)) 11 )P( = Ty | X pa)\fu} = Tpa()\{u}> Su = J)
’I)Een

B ZP(Su :j|Xpa(u) = wpa(u)) [I PX,= .7:1,|X Nu} = Tpa(o)\{u}> Ou —.7)
J

v€en(u)
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Or ces probabilités sont directement données par les parametres du modele, puisque
P(X, = j| X ,.(0) = @) est égal au parametre \g ;. Ceci permet de calculer la probabilité
(2.57) sans avoir recours a I'algorithme arriére-avant.

Notons que les états cachés peuvent étre simulés en principe dans un ordre quel-
conque, contrairement a ’algorithme SEM, bien que 1’on choisisse en général un ordre de
simulation respectant la hiérarchie entre sommets définie par le graphe d’indépendance
conditionnelle. Rappelons que Ng représente le nombre d’états cachés du modele : d’apres
Péquation (2.58) et du fait que chaque état caché doive étre simulé, I’étape de restau-
ration des états cachés par simulation dans EM & la Gibbs est de complexité O(Ng),
sous réserve que le nombre de descendants de chaque sommet soit une fonction bornée
du nombre de sommets du graphe — ce qui est le cas en général. A titre d’exemple, dans
les chaines de Markov cachées, la complexité de cet algorithme est O(Kn).

Utilisation de ces algorithmes pour I’estimation bayésienne

Dans ’approche bayésienne, ’estimation du parametre A est basée sur la loi a poste-
riori (A = A|Y = y), déduite de la vraisemblance L(Y = y|A = )) et de la loi a priori
m(A = A). L’existence de données manquantes s rendant impossible I'obtention d’une
valeur numérique exacte des probabilités a posteriori, on a recours a une méthode d’aug-
mentation de données pour générer une chaine de Markov (A(™, 5™ de loi stationnaire
(A=), 8 = s]Y = y) dont la marginale en A donne 7(A = A|Y = y).

On simule alors, & chaque itération de I’algorithme, \ suivant la loi (A = AS =
s,Y = y) puis § suivant la loi P(S = s|Y = y,A = \). On peut envisager de simuler
§ suivant cette loi jointe, mais aussi, de fagon alternative, composante par composante
suivant la loi P(S, = j|Y = y, (1 {Ss = s,}). Dans l'article de Scott, 2002 [108],

v#1

traitant de I’estimation bayésienne dans les chaines de Markov cachées, I’auteur nomme
échantillonnage de Gibbs avant-arriéere la méthode consistant a simuler § suivant la loi
jointe et échantillonnage de Gibbs direct la méthode consistant a simuler 8 composante
par composante, pour la raison que nous verrons ci-dessous.

Dans les deux cas, on part d’une valeur initiale 2O du parametre. Pour I’échantillon-
nage de Gibbs direct, on dispose également d’une valeur initiale 39 du processus caché.
A Ditération m, I’échantillonnage de Gibbs avant-arriére procede comme suit :

1. simuler 3™ %Y suivant la loi P(S = s|Y =y, A = A(™),
2. simuler A1) suivant la loi 7(A = A|§ = ™) Y = y),

a la différence de I’échantillonnage de Gibbs direct, qui procede ainsi

1. pour tout u € {1,..., Ns}, simuler 5D syivant la loi
P(SuY =y, A=A, ({8, = 5"V}, ({5, = &),
v<u uv>u

2. simuler A1) suivant la loi 7(A = A|§ = ™ Y = y).

Ainsi, on remarque que I’étape 1 de I’échantillonnage de Gibbs avant-arriere repose
sur le méme principe que la simulation du processus caché dans I'algorithme SEM, tan-
dis que la simulation dans I’échantillonnage de Gibbs direct est similaire a la simulation
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dans EM a la Gibbs. Ceci montre l'intérét des deux algorithmes présentés dans cette
section, dans le cadre de I’estimation bayésienne. D’autre part, cette constatation met
en évidence la différence de complexité calculatoire entre les deux algorithmes : le pre-
mier nécessite une récursion avant-arriere de complexité polynomiale en général (d’ou
le nom d’échantillonnage de Gibbs avant-arriére) alors que le second est d’une com-
plexité moindre (linéaire, typiquement). C’est sans doute 1'une des raisons pour laquelle
I’échantillonnage de Gibbs direct est plus souvent utilisé. Notons que la dénomination
avant-arriére est adaptée aux chaines de Markov cachées mais devrait plutot devenir
arriére-avant pour les autres modeles de la famille D.

L’article de Scott, 2002 [108] préconise 'usage de ’échantillonnage de Gibbs avant-

-\ 71\ I . \ . I (m)

arriere et montre que son usage accélere la mélangeance vis-a-vis de A ". Sa preuve s’ap-
. . . . o(m) . .

puie sur le fait qu’une mélangeance plus rapide pour §° * se traduit par une mélangeance

plus rapide pour S\(m), suivant un principe analogue a celui de la dualité au sens de Diebolt
et Robert, 1994 [39], introduite dans le cadre des modeles de mélanges indépendants. La
preuve de Scott est basée sur la comparaison de ’autocovariance de statistiques exhaus-
tives des données completes, qui est plus élevée dans le cas de I’échantillonnage de Gibbs
direct, ce qui explique la mélangeance plus lente. Cependant, la comparaison globale
des deux méthodes d’échantillonnage est complexe puisqu’il s’agit de savoir si le surcott
engendré par la récursion arriere-avant est réellement compensé par l'accélération de
la mélangeance. Scott cite également d’autres raisons de disposer d’une méthode per-
mettant de simuler S plutoét que de moyenner une quantité sur toutes les valeurs de
s € § par l'algorithme de Metropolis-Hastings. Ainsi, I'auteur releve que pour controler
la convergence de 'algorithme MCMC, on peut utiliser une certaine fonction de s. La
simulation du processus caché peut également étre importante, suivant ’application, ou
pour I’évaluation de I’adéquation du modele.

2.4.10 Conclusion sur le calcul de probabilités

Cette section a mis en évidence 'existence d’algorithmes efficaces, d’interprétation
plus aisée que 1’algorithme d’arbre de jonction de Jensen, Lauritzen et Olesen, 1990 [67]
et numériquement stables, grace a la factorisation des probabilités de lissage au lieu de
celle des probabilités jointes. Ces algorithmes permettent de calculer la vraisemblance
ainsi que les probabilités P(S¢ = s¢|Y = y) qui interviennent dans I’algorithme EM.

Dans de nombreux cas, il peut étre utile de connaitre la loi conditionnelle P(X 4 =
x4|X p = xp) pour deux ensembles de sommets A et B quelconques. Par exemple, dans
le cas introduit dans la section 1.5, ot le modele graphique implémente un systéme expert
d’aide au diagnostic médical (figure 1.14), il peut étre souhaitable, suivant les cas, de
calculer la probabilité de souffrir d’'une dyspnée sachant qu’on a une bronchite et pas de
cancer du poumon. Dans d’autres contextes on désirera calculer la probabilité d’avoir un
cancer du poumon sachant qu’on a une bronchite et une dyspnée, en I’absence de toute
information sur les autres variables aléatoires.

Ce calcul peut alors étre réalisé en déterminant P(X 4 = x4, Xp = xp) et P(Xp =
xp) par lalgorithme arriére-avant, en considérant pour le calcul de P(X 4 = x4, Xp =
x ) que les variables de AUB sont observées (fixées a @ 4 et & & g, respectivement), toutes
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les autres variables aléatoires étant inconnues, donc cachées. La probabilité P(Xp =
xp) peut se déduire du calcul précédent par sommation sur toutes les valeurs de x4
si le nombre de valeurs possibles reste raisonnable. Dans le cas contraire, P(Xp =
xp) est calculé par une nouvelle exécution de ’algorithme arriére-avant, en considérant
cette fois que toutes les variables aléatoires n’appartenant pas a X g sont cachées. Ce
raisonnement ne s’applique, a priori, que si ces dernieres sont a valeurs discretes. A
ce point de I'exposé, par conséquent, le probleme du calcul de probabilités n’est pas
entierement résolu. En particulier, si A est un sous-ensemble des variables aléatoires
observées & valeurs continues, nous n’avons pas abordé le probléeme du calcul de P(Y 4 =
y4)- Ce probléeme ayant un lien avec I'implémentation de la validation croisée, il sera
traité au chapitre 3 dédié a la sélection de modele.

L’intérét de nos algorithmes, du point de vue de I'interprétation, est illustré par la
section 2.4.9. Dans ce contexte, on souhaite simuler S suivant la loi P(S = s|Y = y).
Si 'on souhaite utiliser ’algorithme de Jensen, Lauritzen et Olesen, ce sera souvent a la
maniere d’une boite noire. Autrement dit on fournit, en entrée d’un logiciel implémentant
cet algorithme, la valeur de variables aléatoires et on obtient en sortie la probabilité que
ces variables aléatoires prennent les valeurs d’entrée — sans s’occuper de la maniere
dont ces probabilités sont calculées. Ceci conduit, pour le probléeme de simulation ci-
dessus, a considérer un état caché S; puis, par exécution de ’algorithme d’arbre de
jonction, a calculer la probabilité P(S; = j|Y = y) ce qui permet d’obtenir une valeur
51 par simulation. On choisit ensuite un état caché S, dont on calcule, par une exécution
supplémentaire de lalgorithme d’arbre de jonction, la loi conditionnelle P(Sy = j|Y =
y,S1 = §;) de maniére & obtenir une valeur simulée $,. On procede ainsi autant de fois
qu’il y a d’états cachés dans le modele, ce qui conduit a exécuter Ng fois I'algorithme
de Jensen, Lauritzen et Olesen. Or nous avons montré dans la section 2.4.9 qu’une
unique exécution de notre algorithme arriere-avant suffit pour simuler S suivant la loi
P(S = s|Y = y). Ceci met en évidence le fait que dans le cas ol plusieurs probabilités
conditionnelles doivent étre successivement, calculées, 1'usage d’algorithmes de type boite
noire conduit éventuellement a calculer maintes et maintes fois la méme quantité sans
que ’on puisse le prévoir d’avance, alors qu’un algorithme dont les calculs intermédiaires
sont interprétables permet de planifier les calculs de maniere a éviter les redondances.

Enfin, les algorithmes que nous présentons peuvent étre directement implémentés de
maniere & pouvoir traiter, de maniere générique, tous les modeles de la famille D. Nous
avons détaillé, dans les sections 2.4.4 et 2.4.6, les calculs effectués par les algorithmes
arriere-avant dans le cas d’arbres de Markov cachés. De méme, dans la section 2.5.3, nous
détaillerons, pour le méme modele, les calculs effectués par 1'algorithme de Viterbi pour
la restauration des états cachés par le principe du MAP. Enfin, concernant I’estimation
des parametres de ce modele par ’algorithme EM, nous avons donné dans la section 2.3.6
les formules de réestimation & chaque itération de I'algorithme. Mais il est important de
comprendre que ces sections ont uniquement une vocation pédagogique. Une personne qui
souhaite implémenter ces algorithmes n’aura aucun besoin de développer les calculs de ces
quatre sections; il lui suffira d’implémenter ’algorithme générique, de dessiner le graphe
d’indépendance conditionnelle et d’entrer la valeur des données observées (comme cela
se fait déja avec certains logiciels d’identification dans les modeles graphiques, comme la
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boite & outils de MATLAB intitulée réseauz bayésiens— en anglais Bayes Net Toolboz*). En
sortie d’un tel logiciel fondé sur nos calculs, il obtiendra une paramétrisation du modele
ayant interprétation probabiliste (probabilités de transition ou d’émission), un estimateur
des parametres obtenu par l'algorithme EM ou ses variantes et, s’il le souhaite, le détail
de tous les calculs analytiques effectués, le tracé de ’arbre des cliques et 1’interprétation
probabiliste et graphique des quantités intermédiaires de ’algorithme. Autrement dit, les
formules analytiques arriere-avant et 'interprétation des quantités intermédiaires pour
un modele particulier de la famille D ne sont pas un calcul préalable nécessaire a la
programmation d’un logiciel fondé sur les résultats de cette section : ce sont au contraire
des quantités fournies par ce logiciel.

Il est cependant important de remarquer que notre algorithme traite certains pro-
blemes par des méthodes sous-optimales en termes de nombre de calculs effectués. Le
premier probléme est, dans I’algorithme arriere-avant utilisant les probabilités de lissage,
le calcul préliminaire de la loi marginale des processus Xg, ou méme seulement la loi
marginale des processus X, par une phase de type avant. Nous avons donné, dans
la section 2.4.5, une premiere méthode pour effectuer ce calcul, dont la complexité est
la méme que celle de I'algorithme arriere-avant. Cette méthode consiste a calculer la
loi marginale de chaque clique. Cependant, nous avons décrit une méthode alternative
permettant de calculer uniquement la loi marginale de chaque processus Xj.. Dans
certains cas, cette procédure est de complexité moindre, ce qui est illustré par ’exemple
des arbres de Markov cachés, dans la section 2.4.6. La difficulté est d’implémenter la
deuxieme méthode dans le cas général et d’en comparer la complexité avec celle du calcul
de la loi marginale des cliques. Du fait que 1’algorithme de calcul de la loi marginale de
chaque clique est de complexité raisonnable, ce probleme n’est pas un défaut majeur de
notre algorithme. Le second probleme est 1ié au calcul des quantités de normalisation
dans ce méme algorithme arriere-avant utilisant les probabilités de lissage. En effet, on
peut parfois montrer qu’elles valent un, comme pour certains arcs de I’arbre de jonction
des arbres de Markov cachés, voir section 2.4.6, et dans ce cas leur calcul est inutile.
Nous ne disposons pas, pour l'instant, de maniére automatique pour repérer les cas ou
la quantité de normalisation n’a pas besoin d’étre calculée. Il est possible que cela soit le
cas pour tous les arcs n’ayant qu’un seul arc adjacent dans le sens de parcours arriere, et
seulement pour ces arcs, mais cela resterait a vérifier. Notons que le nombre de calculs
en jeu est négligeable, dans ce cas, par rapport a la complexité globale. Toujours est-
il que ces deux remarques peuvent inciter a réécrire les algorithmes génériques de la
section précédente pour des modeles particuliers, afin de les optimiser, en se basant sur
les calculs analytiques de cette section — qui, rappelons-le, peuvent étre effectués par un
logiciel implémentant nos algorithmes génériques. Dans ce cas uniquement, les formules
analytiques arriere-avant et I'interprétation des quantités intermédiaires sont préalables
a la programmation d’un logiciel optimisé pour un modele particulier. Cette pratique
consistant a établir les formules de calculs de probabilités pour un modele particulier,
afin par exemple d’écrire un logiciel implémentant ’algorithme EM pour ce modele, a
jusqu’ici été la plus courante. Hormis les deux raisons ci-dessus, ce procédé n’a plus lieu
d’étre pour les modeles de la famille D.

4disponible sur http ://www.mathtools.net/Applications/Statistics/MATLAB/index.html et
sur http ://www.cs.berkeley.edu/ murphyk/Bayes/bnt.html
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2.5 Algorithme du MAP

L’algorithme du MAP (Maximum A Posteriori) résout le probleme de la restauration
des états cachés : étant donné une réalisation du processus observé y, il s’agit de trouver la
réalisation du processus caché s la plus probable correspondant a y, c’est-a-dire réalisant
le maximum en s de la fonction P(S = s|Y = y). Cet algorithme calcule également la
valeur P* du maximum. De maniére équivalente, § maximise la quantité P(S =s,Y =
y). Dans cette section, les parameétres A du modele sont fixés et connus; nous notons
alors P = P,. Parmi les applications de la restauration des états cachés figurent la
classification automatique, I'interprétation du modele (par exemple pour relier les états
cachés aux différentes parties du mot prononcé en reconnaissance de parole, voir Jelinek
et al., 1975 [65]) et la variante CEM de EM présentée en section 2.3.5.

Une méthode de restauration du processus caché alternative au MAP consiste également
a restaurer les états cachés a partir de leur valeur la plus probable, mais sur la base d’un
critere local, c’est-a-dire en déterminant individuellement chaque état le plus probable

8y = argmax P(S, = j|Y = y).
J

Ces probabilités (dites probabilités de lissage) sont obtenues par l’algorithme arriére-
avant de la section 2.4, & partir des probabilités P(S¢; = s¢|Y = y). Une discussion sur
ces méthodes dans le cadre des chaines de Markov cachées est disponible dans Ephraim
et Mehrav, 2002 [47] et dans Fredkin et Rice, 1992 [50]. Bien que cette méthode maximise
I’espérance du nombre d’états corrects, le processus caché ainsi restauré n’est pas toujours
optimal au sens du MAP. Il est méme possible que, dans le cas ol certaines transitions
sont interdites (c’est-a-dire dans le cas oll p,; = 0 pour certains couples (a,7)), le
processus caché obtenu en maximisant séparément la probabilité conditionnelle de chaque
état puisse étre un processus invalide, ¢.e. de probabilité nulle. C’est pourquoi nous
proposons la solution suivante pour le probleme de restauration globale.

De méme que le calcul de la vraisemblance par sommation sur toutes les valeurs
possibles des états cachés est généralement infaisable, vu le nombre d’opérations en jeu, le
calcul du MAP par maximisation sur toutes les réalisations possibles du processus caché
est infaisable. L’algorithme de Dawid (voir Smyth, Heckerman et Jordan, 1997 [110])
permet le calcul numérique mais non analytique de ces probabilités, de maniere inductive,
par un algorithme de complexité polynomiale. Il s’agit essentiellement de ’algorithme
d’arbre de jonction ou I’équation (1.4) est remplacée par I’équation

Vs(ws) = o X S Ye(zc).

De méme que l'algorithme de jonction, 'algorithme de Dawid n’est pas adapté a la
paramétrisation naturelle des modeles graphiques probabilistes orientés acycliques et
souffre d’un manque d’interprétation de ses calculs intermédiaires ainsi que d’instabilité
numérique. Notons qu’en général, ces défauts ne sont pas aussi pénalisant que dans
le cadre du calcul de probabilités, car en général les calculs intermédiaires n’ont pas
d’utilité. Les problemes d’instabilité numérique sont simplement résolus par le calcul de
log(v%) au lieu de ¢§, rendu possible par I’absence de sommation dans les formules de
propagation.
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Dans cette section, nous rappelons le principe de 'algorithme de Viterbi, qui est
I’algorithme du MAP pour les chaines de Markov cachées. Cet algorithme ne peut étre
directement adapté aux modeles de la famille D, ¢’est pourquoi nous en proposons une
variante, construite a partir d’une récursion arriere. Celle-ci sert ensuite de base a 1’al-
gorithme du MAP pour les modéles plus généraux de la famille D. Bien que I’algorithme
de Dawid soit utilisable, notre algorithme a l'intérét d’étre plus facile d’interprétation
car ses quantités intermédiaires ont une signification probabiliste et car il explicite le
role des parametres du modele. De plus, il admet une justification claire et intuitive,
donnée ci-apres. Il est analogue a l'algorithme arriere de la section 2.4.2. Enfin, nous
montrons comment notre algorithme générique s’applique aux arbres de Markov cachés,
ce qui permet de retrouver I’algorithme de Viterbi développé par Durand, Gongalves et
Guédon, 2002 [46].

2.5.1 Introduction : Palgorithme de Viterbi dans les chaines de
Markov cachées

Le premier algorithme de restauration globale dans le cas de processus a structure
cachée est dii & Viterbi, 1967 [117]. A Torigine, I'algorithme de Viterbi est dédié & 'ana-
lyse de processus de Markov bruités, a bruit sans mémoire. La justification de cet algo-
rithme est disponible dans Forney, 1973 [49] et s’appuie sur la théorie des graphes. L’au-
teur prouve que la maximisation de P(S = s|Y = y) est équivalente & la recherche du
plus court chemin dans un graphe a arétes pondérées. Sans doute cette preuve pourrait-
elle étre adaptée au contexte des modeles de Markov cachés de la famille D mais cela
ne contribuerait pas a fournir une interprétation aux quantités intermédiaires de 1’algo-
rithme. L’algorithme de Viterbi est un algorithme de programmation dynamique, c¢’est-a-
dire une méthode de résolution de problémes d’optimisation qui repose sur une propriété
de décomposabilité de la fonction a optimiser.

Dans le cas d’une chaine de Markov cachée (Y7,...,Y,) = Y7, du fait que le processus
caché (S1,...,S,) = ST est une chaine de Markov, on a pour tout ¢ (Jelinek, 1997 [64])
la factorisation

n__ .n n__ ..n
max P(ST =s],Y] =y7)
814387

_ no _ ..n n o __ on —
= max{ max (Yt+1 =Y, S0 = 3t+1|St = 5)
St Stt1ye-ns5n

x max P(8%=s!Y!=qy)}. (2.59)

S1,y.0058¢t—1
Cette factorisation permet de construire la récursion usuelle de type avant due a Viterbi,

basée sur les probabilités P(S% = st, Y% = y!). La factorisation alternative suivante est
également valide

n __ on n__ ,.n
max P(ST =s7,Y7] = y7)
815eee 48
n n n n
= max{ max P(Y} =y}, S, =585 =s)
St St41ye035n

x max P(S7=s], Y =yi)}; (2.60)

S15e0e58t—1
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elle permettra une récursion de type arriere basée sur les probabilités P(Y7} =y}, S}, =
s7.1|S; = s¢). Posons alors, pour tout ¢ € {1,... ,n} et tout j € {1,... , K} o K est le
nombre d’états cachés :

St(j): max P(St—],st 1—31 aYg:yi)

S1ye0+38t—1

et 0(j) = max P(Y} =yy, S?+1 = 3t+1|St =7J),

St41ree s5n

avec la convention 6, (j) = P(Y, = y,|S, = j). La décomposition (2.59) se réécrit donc
Jnax P(S7 =7, Y7 =yj)

= max{ max P(Y7, =y, S, =s/,[S = j)gt(j)}a (2.61)

J St+15--55n

tandis que la décomposition (2.60) se réécrit

max P(ST =s!, Y] =yf)

S1yeees8nm

= max{0(j) max P(S,=j 8" '=s"1 Y =9}
j

S1yee098t—1
Ainsi, il est possible d’utiliser les quantités 5~t(j) pour développer la récursion avant
classique de I'algorithme de Viterbi pour les chaines de Markov cachées, initialisée pour

t =1 par
61(j) = PMi=wu|S1 =34)P(S1 =)

= ng (y1)7T g
Puis, pour chacune des valeurs de ¢ dans {2,...,n}, prises dans 'ordre croissant, la
récursion s’écrit comme suit
0(j) = max P(S,=j 87" =5 Y] =yl

S15-0038t—1

= PYi=ul|Si=7) m?X{P(St = J[Si1 =)
x max P(S;.1=14,87=sY " =y}

81,.--5St—2

= Py, (ys) mzax{pijgt_l (1)} (2.62)

De plus, pour pouvoir restaurer les états cachés lors d’une phase ultérieure de recherche
rétrograde®, on est amené A stocker la quantité

hi(j) = arg mzde{P 0; (Ye)pijdi-1(i)} = arg mzde{Pz'jSt—l(i)},

qui correspond a la valeur optimale de 1’état caché a I'instant ¢ — 1 si I’état optimal a ¢
est §; = j (voir équation (2.63) ci-dessous.)
L’état final est donné par §, = argmaxd,(j) et la probabilité jointe de la séquence
j

observée y7 et de la séquence cachée optimale associée est P* = max b, (7)- On retrouve
j

Sbacktracking en anglais.
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I'état optimal 5;, quand la séquence optimale 8}, ; est connue, en utilisant la factorisation
(2.61) de la probabilité jointe maximale et la formule de récursion (2.62), qui donnent :

§t = arg m?X{P(YZ—Q = y?+21 S?+2 = §?+2|St+1 = §t+1)P9§H_1 (yt)pj§t+1(5t(j)}
= arg mJaX{PagtH (yt)pj§t+16~t (.7)} (263)
= Y1 (8er).

Les équations ci-dessus définissent 1’algorithme de recherche rétrograde pour la restau-
ration des états cachés.

Le probleme de la récursion de Viterbi usuelle est qu’elle n’est pas adaptable aux
modeles de Markov cachés de la famille D. Pour en comprendre la raison, rappelons que
le calcul de la vraisemblance, dans les chaines de Markov cachées, se fait soit par une
récursion avant, qui part de la source a t = 1 et finit a ¢ = n, soit par une récursion arriere,
qui part de t = n et finit & £ = 1. Dans les modeles de la famille D, la récursion avant fait
appel aux résultats de la récursion arriere, ¢’est pourquoi le calcul de la vraisemblance ne
peut étre réalisée qu’a partir de la récursion arriere. De la méme maniere, 1’algorithme
de Viterbi ne peut se faire, dans ces modeles, que sur la base d’une récursion de type
arriere.

C’est pourquoi nous montrons ci-dessous comment les quantités §;(j) peuvent étre
utilisées pour développer un nouvel algorithme de Viterbi pour les chaines de Markov
cachées basé sur une récursion arriere. C’est cette variante qui pourra étre adaptée aux
modeles plus généraux de la famille D. Cet algorithme alternatif est initialisé a ’instant
t =n par

6n(j) = P(Yn=9yalSn =)

= ng (yn)
La récursion arriere est donnée, pour chacune des valeurs de ¢ dans {2,... ,n} prises
dans l'ordre décroissant, par
6(j) = max P(Y{ =y}, S?-H = 3?+1|St =7)

St41;---38n

n n n n
= mkaX{StglaXS P(Y} =yl Stio = 8140[Si1 = k)
IR

XP(St11 = K|Sy = J)}P(Yi = w|Se = J)
= max{d1(K)pje} Fo; (42)- (2.64)
La restauration ultérieure des états cachés nécessite le calcul de la quantité
Yi(j) = arg mkax{dtﬂ (k)pjr}
qui correspond a la valeur optimale de I’état a l'instant ¢ 4+ 1 si I’état optimal a ¢ est
§t - ]
On obtient, pour t =1,

01(j) = max P(YT = yy, 85 = s5(51 = j).

LD T P
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Par conséquent, la probabilité de la séquence cachée optimale associée a la séquence
observée y7 est
P* = max{ max P(YT=y{,S3 = s[5 = j)P(S: = j)}
] 82543980

= mjax{él (4)m;}.

L’état optimal & ¢ = 1 est donné par §; = arg max{d;(j)m,}. La séquence d’états optimale
j

est alors extraite par la procédure de recherche avant suivante : pour tout ¢t € {2,... ,n},

§t = ¢t—1 (§t—1)-

2.5.2 Algorithme du MAP dans le cas général

Nous supposons dans ce qui suit que le processus observé y est fixé. De méme que
la phase arriere de la section 2.4.2, I'algorithme du MAP est un parcours de graphe qui
part des feuilles de I'arbre des cliques et remonte jusqu’a la racine Cy, parcourant ainsi les
arcs de 'arbre en sens contraire de leur orientation. Elle utilise les quantités §, définies
pour tout arc a = (C;,C;) de 'arbre de jonction 7 (la clique C; étant donc située sur le
chemin entre Cy et C; dans 7) par

da(8s,) = max P(Yx, = yx,, Sk, = 8x.|Y's, = Ys,, Ss, = Ss,)-

Sk,

Initialisation

Soit C; une clique feuille de I’arbre de jonction, donc reliée & une unique clique C;
par un arc a de I’arbre de jonction. Par définition des quantités d,(ssg, ), ’algorithme est

initialisé en calculant max P(Ycj\s. = Yej\8.0 Sci\8a = Sc\8.|Y's, = ¥Us,: Ss, = 8s,) ce
Ci\8aq

qui est donné, comme pour initialisation des quantités B,(ss, ), par la formule (2.22) ou
(2.23) suivant que U, = () ou non. On obtient donc

1_{ ) )\wpa(u)al'u
uEAn(U, .
max sild, # 0 ;
ba(8s,) = ¢ i\Se 2 I Ay (2.65)
a a :l:cj\sa ’u,EAn(ua)
max [] A ) si U, = 0.

Scj\sll uEKn(ua)

De méme que dans le cas des chaines de Markov cachées, la restauration ultérieure des
états cachés nécessite le stockage de la quantité, notée 1, (ss, ), réalisant le maximum en
8¢;\s, de I'expression (2.65).

Propagation

Soit un arc a = (C;,C;) de I'arbre de jonction. De méme que dans la phase arriere
vue en section 2.4.2, les quantités 5% (SSaj ) sont supposées connues pour tous les arcs
l
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aj, incidents a C; autres que I’arc a (qui est le seul menant vers Cp) et pour toutes les
valeurs possibles de 8s,, € Sgaj . Nous rappelons que les valeurs de Y sont supposées
1 1

connues, fixées & y. Nous désirons alors calculer d,(ss,) a partir des d,; (ss,, ). Pour cela,
J1

nous utilisons successivement chaque séparateur Sa:’z’ & commencer par 8,; par exemple,
pour factoriser la probabilité jointe P(Y 'k, = yx,, Sk, = Sk., Y's, = Ys,, Ss, = Ss,) de
maniere a obtenir une équation analogue a (2.18)

P(YlCa = y}Ca7YSa =Ys,> S}ca = SK,> Sga = Sga)
- P Y = = 8 Y = = 8
( Icajl y’Cajl ? S’Cah ’Cah | Sajl yS“jl ’ SS“J’l S“J’l )

<P((¥k,, = ., H WSk, =55, 10 {¥e, =ye, 0 {Se, = 5c,}).
1£1 1£1

En répétant le raisonnement ci-dessus pour chacun des séparateurs S,; puis en condi-
tionnant par {Y's, = ys, } N {Ss, = ss,}, on obtient la factorisation

P(Xk, = zx,| X5, = zs,) (2.66)

= P(ch\sa = wcj\8a|XSa = wsa) H P(X’Cajl = mlcajl |X8ajl = wsajl)
l

En remarquant que {{Kqy; }i=12,., (C; \ 84)} est une partition de K, on obtient

504(80) = ma‘XP(Y’Ca = y’Ca,’ S’Ca = S’Ca‘YSa = ysa’ SSa = Ssa)

SKqa

= max max...max | P(Xc,\s, = ®c)\s,|Xs, = Ts,)
5Cj\8a FKaj, Ky

<[ P(Xk., =2, | Xs,, =s,;)
l

= max P(ch\ga = %Cj\3a|Xga = wga)HmaXP(X;Ca, =TK,. |Xga, = Tg,. )
Bcj\sa | s;cajl J1 71 J1 11

= max | P(Ye¢ps, = Yoj\s,.0 Sci\8. = Sci\sal Vs, = Ys,» Ss, = Ss,)

SCj\Sa

X H 5ajl (83%‘1 ) (267)

ol la quantité P(Ycns, = Yc,\s,:5c\8. = Sci\sa|Y sa = Ys,, Ss, = 8s,) est donnée en
fonction des parametres du modele par I’équation (2.22) ou ’équation (2.23), suivant
que U, = () ou non, et se calcule de maniere inductive, comme dans I’algorithme arriere
de la section 2.4.2.

De méme que dans notre algorithme de Viterbi pour les chaines de Markov cachées
(défini par 1’équation de propagation (2.64)), la restauration ultérieure des états cachés
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se fait par une procédure de recherche avant. Celle-ci nécessite le stockage de la quantité

Ya(s)) = arg max
Scj\8a

P(Ycp\s. = Yep\s, Sci\sa = 8c\8.|Y s, = Ys,: Ss, = 8s,)

X H (5a‘j1 (Ssajl )] ’
l

qui correspond a la valeur optimale de sc;\s, quand le séparateur de clique optimal est
S, = Sg.

Terminaison
La valeur P* est obtenue lorsque tous les arcs de I’arbre de jonction ont été parcourus.

Nous notons aq, ... ,a; les arcs incidents a Cy dans I'arbre de jonction. Le raisonnement
ayant conduit & la factorisation (2.66) est alors adapté pour obtenir :

P = Iglea‘g(P(Y =y,S =8s) = max {P(YCO = Y¢,» Sco = Scy) Héal(ssal)} (2.68)

SCOESCO !
ou . .
P(X¢, = z¢,) = P(XS) [ P(xP XV, ... x§Y)
i>1
et olt les probabilités P(X{? = 2P| x{V = 2V, ... xi = x((f‘”) et P(X{") sont

(zl

données par les parameétres du modele, vu que pa(X X ) ={X; (1) ... } pour i > 1.

Restauration des états cachés

La restauration des états cachés se fait de maniere classique, comme dans 1’algorithme
de Viterbi (voir section 2.5.1), c’est-a-dire par un parcours de type avant de ’arbre des
cliques. La phase de restauration est initialisée par

8¢, = arg max {P(YCO = Ye,, Sco = Scy) Héal(sc«aa,)} .

8¢y €8¢ !

Les autres états cachés optimaux sont donnés, pour tous les arcs a = (C;,C;) de I’arbre
de jonction, parcourus dans le sens avant, par la valeur de s¢;\s, maximisant 'expression
(2.67). Ainsi, connaissant la valeur optimale 8g,, on en déduit la valeur optimale de 8¢;\8a
par

éCj\Sa = wa(é&z)-
La complexité totale de I'algorithme est identique a celle de la phase arriere de I'algo-

rithme de la section 2.4.2, c’est-a-dire d’ordre O( > taille(C)).
CeVg
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Interprétation a posteriori

La formule d’initialisation (2.65) de notre algorithme de Viterbi est analogue a la for-
mule d’initialisation (2.24) de notre algorithme arriére (voir section 2.4.2) ot les sommes
sont remplacées par des maximisations. De méme, la formule de propagation de 1’algo-
rithme de Viterbi (2.67) est similaire & celle de la phase arriere (2.20) a ceci pres que les
sommes sont remplacées par des maximisations. La méme comparaison peut étre établie
pour les formules de terminaison (2.68) et (2.25), respectivement pour ’algorithme de
Viterbi et la phase arriere de la section 2.4.2.

Il s’ensuit que du point de vue de la programmation, 1’algorithme de Viterbi est ob-
tenu a partir de I'algorithme arriere de la section 2.4.2 en remplagant les sommes par
des maximisations dans les formules d’initialisation, de propagation et de terminaison.

Stabilité numérique

De par sa nature méme, I’algorithme du MAP calcule une probabilité jointe du type
P(Y =y,S = s) qui tend vers 0 exponentiellement vite quand le nombre de variables
aléatoires observées n tend vers +oco. Ceci rend impossible son implémentation directe
pour des raisons de limitations liées a la représentation des réels proches de zéro. La
construction d’un algorithme basé sur des probabilités conditionnelles (c’est-a-dire sur
le méme principe que l'algorithme arriere-avant utilisant les probabilités de lissage de
la section 2.4.5) est aisé. Cet algorithme calcule directement P(S = s|Y = y) au lieu
de P(Y = y,S = s); cependant, en général, le nombre de variables aléatoires cachées
d’un modele de Markov caché est fonction croissante du nombre de variables aléatoires
observées. Par conséquent, P(S = s|Y = y) tend également vers 0 exponentiellement
vite quand n tend vers +o0o et un tel algorithme ne résout pas les problemes de stabilité
numérique. La solution consiste en fait a calculer In(d,(ss,)) au lieu de J,(ss,) dans
I’algorithme ci-dessus, ce qui est rendu possible par le fait que seuls des produits et des
maximisations interviennent dans 1’algorithme, et par croissance de la fonction In. On
obtient ainsi un algorithme numériquement stable, de complexité en générale polyno-
miale, d’interprétation facile grace a la définition probabiliste de d,(ss,), ol le rdle des
parametres du modele est explicite.

2.5.3 Application : algorithme du MAP dans les arbres de Mar-
kov cachés

Dans cette section, nous appliquons l'algorithme du MAP de la section 2.5.2 au
modele d’arbre de Markov caché de la section 2.4.4. Nous rappelons ci-dessous les no-
tations concernant les cliques de la structure de ce modele et I’arbre de jonction (figure
2.12). D’apres la remarque de la section 2.5.2 concernant l'interprétation a posteriori
de l'algorithme de Viterbi, les formules qui suivent s’obtiennent directement & partir de
celles de la section 2.4.4 en remplacant les sommes par des maximisations dans les phases
d’initialisation, de propagation et de terminaison. Cependant, les calculs sont briévement
détaillés ci-dessus pour une meilleure interprétation de ’algorithme de Viterbi.
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D3

/

Fi1G. 2.12 — Arbre de jonction des arbres de Markov cachés

Initialisation

Rappelons que d’apres la section 2.4.4, il est commode de choisir la clique C; comme
clique de référence de I’arbre de jonction. L’algorithme du MAP est initialisé en les cliques
feuilles C, de 'arbre de jonction 7, l'indice u étant lui-méme une feuille de I'arbre des
indices. La clique C, est incidente a l'arc a,. La quantité d,, (j) est par définition égale
a P(Y, = yu|Su, = j), d’apres les formules (2.65) et (2.24). En effet, ’ensemble C, \ S,,
ne contient aucun état caché. D’apres la section 2.4.4, on a donc d,, (5) = fo, (Yu)-

Propagation

D’apres la formule (2.67), la propagation dans I’algorithme du MAP est donné, pour
I’arc b, de I’arbre de jonction, par la formule

b1, () = max P(S, = K[Syw) = )0, (F)

car a, est l'unique arc de 7, incident a b, (voir également la formule de récursion avant
(2.29) pour les arbres de Markov cachés). La quantité P(S, = k[S,u) = j) est donnée
par le parametre p;, du modele, de méme que dans la section 2.4.4. Donc en définitive,

O, () = mI?ij,k%u (k). (2.69)

On considére ensuite 1'arc a,, incident aux arcs {b,}yce() dans 7,,. La formule de
propagation (2.67) donne alors

B0, (k) = max P(Y, = yu|S, = k) IT 6.(%)

vec(u)

car ’ensemble C, \ S,, = {Y,} ne contient pas d’état caché. Encore une fois, la quantité
P(Y, = yu|Sy = k) est directement donnée par le parametre 6, du modeéle — voir section
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2.4.4 et équation (2.30) — et on obtient

80, (k) = fo.(ya) I . (k).

vece(u)

Remarquons que notre algorithme du MAP fournit une interprétation probabiliste pour
les quantités 0, (j) et 0,4, (k), & savoir

0, (7)) = rr‘lsaxP(Yu = Yu, Su = 8u|Spw) = J) et

uw

5au (k) = maXP(Yu =Yu Sc(u) = 3c(u)|Su = k)

Se(u)

Ainsi, le calcul de la quantité d,, (j) permet de déterminer le processus caché le plus pro-
bable associé au sous-arbre Y, enraciné en Y,, sachant la valeur de I’état caché parent
Sp(u)- Le calcul de la quantité d,, (k) permet de déterminer les sous-arbres cachés enfants
les plus probables associés a ’arbre Y, sachant la valeur de I’état caché S,. Rappelons
en effet que S,(,) désigne le sous-arbre caché S, privé de sa racine S,,.

Terminaison et restauration

Le calcul de P* = maxP(Y = y,S = s) s'effectue grace a 1’équation (2.68) ou
8
P(Y1 =y1,51 = j) = fo;(y1)7j, de méme qu’en section 2.4.4. On obtient alors

P = mjaijfgj(yl) H da, (7)-

veEe(l)

En posant

So(4) = fo, 1) T 9a. (),

vee(l)

on retombe exactement sur ’algorithme de Viterbi pour les arbres de Markov cachés
développé par Durand, Gongalves et Guédon, 2002 [46], avec en particulier la phase de
terminaison

P = mjaijéo(j).

La restauration des états cachés s’effectue a partir de la racine, o

31 = argmax 7,0y )
J

puis par un parcours d’arbre descendant, qui permet de déduire 5, de la valeur 3,
suivant la formule (2.69).
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2.6 Propriétés de I’algorithme EM et de ses variantes

L’algorithme EM et ses variantes produisent une suite (;\n)n dont nous rappelons
ci-dessous les propriétés de convergence (on parle en général des propriétés de conver-
gence de 'algorithme EM). Notons qu’il est inutile, pour étudier ces propriétés, de faire
I’hypothese que les données y utilisées pour I’estimation sont la réalisation d’'un modele
de Markov caché.

Algorithme EM

L’étude de la convergence des suites (In(Ly(An)))nenv et (An)newv a été réalisée par
Wu, 1983 [124]. La suite (In(Ly(An)))nemv est croissante, ce qui découle de 'inégalité de
Jensen (autrement dit de la concavité de la fonction In). Sous les hypotheses suivantes :

(i) pour tout Ag tel que Ly(Ag) > 0, Pensemble Ay, = {A € A|Ly(A) > Ly(Ao)} est
compact ;

(ii) L, est continue sur A et différentiable sur I'intérieur de A ;

(iii) pour tout (A, \') € A2, les applications partielles A — Q(X\, X') et X' — Q(X\, \)
sont continues sur A;
(iv) Vn € IN, )\, appartient & Dintérieur de A ;

~

toute valeur d’adhérence \* de la suite (A, )nev €st un point stationnaire de la log-vrai-
semblance. De plus, (In(Ly(\,)))ney converge vers In(Ly(X*)). Les conditions (i) et (ii),
du fait que A C IR?, entrainent que la log-vraisemblance est majorée, ce qui est parfois
restrictif. Par exemple, dans le cas de mélanges gaussiens, la log-vraisemblance n’est pas
bornée en général et la condition (i) ne peut étre satisfaite. Les conditions (ii) et (iii)
sont en principe vérifiées dans cette étude, pour peu que l'application § — P, (lois
d’émission) soit continue sur © et différentiable & 'intérieur de ©.

La convergence de la suite (in)ne v nécessite des hypotheses plus restrictives que celles
ci-dessus. Méme sous ces hypothéses, sa limite n’est pas toujours un maximum local de la
vraisemblance. Sa convergence vers un point stationnaire, voire vers un maximum local
de la log-vraisemblance, est assurée sous des conditions données dans Wu, 1983 [124], qui
sont assez fortes et difficiles a vérifier dans le contexte des modeles de Markov cachées
(voire fausses, comme l'unimodalité de la vraisemblance).

D’apres Celeux et Clairambault, 1991 [18], les propriétés de 1’algorithme EM, étudiées
principalement dans le contexte des modeles de mélanges indépendants, se généralisent a
des mélanges non indépendants. L’algorithme EM fournit de bons résultats en pratique.
Cependant, lorsque les composants du mélange ne sont pas tres séparés, il fournit des
estimations tres dépendantes de la position initiale et converge souvent avec une lenteur
insupportable (voir a ce sujet la section 3.8.1).

Algorithme CEM

Pour parer a la lenteur de ’algorithme EM, I’algorithme CEM est parfois utilisé, en
particulier en reconnaissance de parole (voir Ephraim et Mehrav, 2002 [47]). D’apres les
auteurs, cet algorithme est utile lorsque les données sont des vecteurs de dimension élevée.
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L’algorithme CEM converge en un nombre fini d’itérations et toujours rapidement. Son
inconvénient est de fournir des estimations biaisées, méme avec des échantillons de grande
taille, surtout si les composants du mélange sont peu séparés ou si les probabilités mar-
ginales des états cachés sont assez différentes, dans le cas de modeles stationnaires (voir
Celeux et Clairambault, 1991 [18]).

Versions stochastiques de EM

D’aprés Celeux et Clairambault, 1992 [19], 'algorithme SEM pallie I'influence de la
valeur initiale du parametre. Il parvient a identifier des mélanges assez imbriqués et per-
met de déceler le nombre de composants si on en connait un majorant, pour peu que
I’échantillon des données observées ne soit pas trop petit. De plus, I'introduction de per-
turbations aléatoires dans ’algorithme EM permet en principe d’éviter une stabilisation
vers des valeurs stationnaires de £, autres que des maxima locaux. En général, la suite
aléatoire (j\n)ne v est une chaine de Markov uniformément géométriquement ergodique
et géométriquement p-mélangeante, qui converge en loi vers son unique loi stationnaire.
Ces propriétés sont également vérifiées par I'algorithme EM a la Gibbs, bien que la chaine
(An)nenv mélange moins rapidement dans ce cas (voir section 2.4.9). Sous des conditions
plus fortes, la loi limite de la suite (A,)nepv résultant de SEM est une loi normale centrée
sur l'estimateur consistant du maximum de vraisemblance (voir Diebolt et Celeux, 1993
[38]).

Notons également 1'existence de 1’algorithme SAEM (Simulated Annealing EM), de
Celeux et Diebolt, 1990 [21], intermédiaire entre EM et SEM. A I'étape M de l'algo-
rithme, les parametres sont obtenus par combinaison convexe des estimateurs obtenus
respectivement par EM et SEM, ou le poids donné a SEM tend vers zéro quand le
nombre d’itérations tend vers l'infini. L’algorithme SAEM répond aux limitations bien
connues de l'algorithme EM ; mais de plus il se comporte mieux pour traiter de petits
échantillons. Par ailleurs, il est plus simple a appréhender que 'algorithme SEM dans
la mesure ou il converge presque siirement vers un maximum local de la vraisemblance,
tandis que ’algorithme SEM converge en loi.

2.7 Application : un modele de changement de ré-
gularité locale

Dans cette section, nous proposons une application en traitement du signal illustrant
I'intérét des modeles d’arbres de Markov cachés. Cette application met en ceuvre les
algorithmes d’inférence vus dans les sections 2.3.6, 2.4.6 et 2.5.3. Il s’agit également d’un
exemple d’application pouvant étre formulée comme un probleme de restauration des
états cachés, ce qui illustre le fait que cette étape peut, dans certains cas, étre la plus
importante. Il s’agit en 'occurrence de détecter un changement de régularité locale d’un
processus, tout en estimant les différentes valeurs de cette régularité.

Soit T = (zy,... ,z7) la réalisation d’un processus échantillonné & régularité (de
Hoélder) constante par morceaux, par exemple un mouvement, brownien fractionnaire ho-
mogene par morceaux (H-mbf). La régularité locale d’une fonction (ou d’une trajectoire
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d’un processus stochastique) est définie comme suit (voir par exemple Mallat, 1998 [89]) :
la fonction f a pour régularité locale h (kK < h < k + 1) a I'instant ¢ si et seulement s’il
existe deux constantes C et ty avec 0 < C' < 0o et 0 < £y, et s’il existe un polynome P
de degré k tel que pour tout ¢t — ¢ty < t' < t + ty et pour tout h' < h,

f(t) = Pe(t)| < Clt' —t|". (2.70)

Dans la simulation qui suit, nous considérons le modele de mbf composite suivant :
on suppose que 7' = 2V et qu'entre t = 1 et t = T avec 1 < Ty < T', la régularité locale
est H = Hy et qu'entre t = Ty + 1 et t = T, sa régularité locale est H = H; (propriété
(*)). Ce travail est motivé, par exemple, par les travaux d’Abry et Veitch, 1998 [1], ou
les auteurs montrent I'importance cruciale de la détection de changements de régularité
locale dans le contexte de télétraffic réseau.

Notre méthode est basée sur analyse multirésolution de 1 . Dans un premier temps,
on calcule une transformée en ondelette orthonormée discréete (y)i<u<so, 0< v < 2u—1 de
z! par le produit scalaire suivant

2U
vo= ) w2 (2 k — v)
k=1

ou .Jy correspond a I’échelle la plus fine. L’ondelette mere 1 est une fonction oscillante,
de valeur moyenne nulle, & décroissance rapide (éventuellement a support compact).
Comme dans Nowak et Baraniuk, 1998 [32], nous combinons une approche statistique et
une analyse en ondelette du signal. Ceci signifie que le signal T est représenté par ses
coeflicients d’ondelette (yY),,, considérés comme des réalisations des variables aléatoires
(Y*)u,p- Les auteurs justifient un modele d’arbre binaire de Markov caché pour la trans-
formée en ondelette, plutot qu'un modele gaussien indépendant, par deux observations :

— des dépendances résiduelles subsistent entre coefficients d’ondelette ;

— les coefficients d’ondelette sont en général non gaussiens.

Rappelons qu'un H-mbf est un processus gaussien, centré, a incréments stationnaires,
et que la régularité de sa trajectoire vaut H presque slirement et presque partout. Par
conséquent, d’apres Jaffard, 1991 [63], Flandrin, 1992 [48] et enfin Wornell et Oppenheim,
1992 [122]), les variables aléatoires Y,* de sa décomposition en ondelette sont normales,
identiquement distribuées a échelle donnée et centrées, de variance

Var(Y;)“) — 0_22u(2H—|—1) )

Pour le signal de notre exemple test simplifié, la régularité locale étant Hy pour 1 < t < Tj
et Hy pour T, + 1 < t < T, nous considérons un modele a deux états avec les lois
conditionnelles

(Y [S% = j) ~ N(0,072CHi+ D)y,

Par conséquent, nous modélisons la loi de (Y,"),,, par arbre de Markov caché suivant :
— laloi de Y, est une loi de mélange de densité

1
F=ut) =Y P(St=j)fo (y2)
J=0
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ol Sy est une variable aléatoire a deux états notés {0; 1} et fo, (yy) est la densité
de la loi gaussienne centrée, de variance U?QU(QHJ' +).

— (S¥)up est un arbre de Markov binaire (c’est-a-dire que chaque sommet, sauf les
feuilles, a exactement deux descendants) de loi initiale (7;), et de matrice de tran-
sition P;

— les coefficients d’ondelette sont conditionnellement indépendants sachant les états
cachés.

Nous reprenons les notations de la section 2.4.4, en particulier la notation Y| désigne le

processus aléatoire observé et la notation ST désigne le processus caché.

Dans le cas d’'un changement abrupt de régularité a I’instant 7}, le modele d’arbre de
Markov caché (Y1, S7) vérifie les deux propriétés suivantes, qui découlent directement
de (*) :
— (P;) pour chaque sous-arbre S* de S7, il existe j dans {0; 1} tel que le sous-arbre
gauche de S est entierement dans 1’état j ou son sous-arbre droit est entierement
dans I’état j;

— (Pyy) si Stjl" et Séo sont deux feuilles telles que t; < 15 et que St‘]f = Séo = j alors
pour tout ¢ entre t; et o, S;’O = 7.

Pour détecter le changement de régularité locale, nous calculons la transformée en
ondelette discrete y; du signal en utilisant une ondelette de Daubechies a support com-
pact, de régularité un (aussi appelée ondelette de Haar), jusqu’a I’échelle Jy = U, qui est
maximale. Les parametres du modele sont alors estimés par l'algorithme EM, basé sur
les formules de réestimation de la section 2.3.6 et 1’algorithme ascendant-descendant de la
section 2.4.6. Notons que le modele considéré ici est 1égerement différent du modele des
deux sections sus-citées, dans la mesure ou les lois d’émission dépendent de la position
(u,v) dans ’arbre (en réalité, uniquement du niveau u de résolution). Il s’agit donc d’un
modele homogeéne quant aux états cachés et non homogene quant aux lois d’émission.
Les parametres H; et o; sont estimés a I’étape M par une adaptation du calcul, da a
Wornell et Oppenheim, 1992 [122], de I'estimateur de maximum de vraisemblance. Ces
travaux concernent l’estimation des parametres dans un modele gaussien indépendant,
tel que Y, ~ N(0, 022“(2H+1)). La présence d’états cachés impose non seulement de re-
courir a l'algorithme EM mais aussi, a ’étape E, de maximiser la quantité (2.71), qui
differe de la log-vraisemblance essentiellement par la présence des coefficients v%(j), d’ou
I’adaptation ci-dessous.

0.2

Supposons que sachant S* = j, Y* suive la loi A/ (0,—1) ou B; = 27271 La
J
fonction A — Q(\, A1), & l'itération 1 de I'algorithme EM, comporte un terme qui

dépend uniquement des o7 et des f;, et s’écrit

52 3 Y e o )

Jsu
ol 02, = 027" et y4(j) = P(S¥ = j|Y| = yi). Cette expression peut étre maximisée
séparément en (02, ) et en (0%, 31); nous isolons par exemple le terme correspondant
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a 7 = 0. Posons alors

B= Y G200 et Ty =3 42(0)

Nous sommes ramenés a la maximisation de la fonction GG définie par

U1 ol Sl [LAEENERN T

u=1 v=0

_ Z { Z )272(0) + In(2702) Z%‘(O)}
= Z {0—; + ln(QWUZ)Fu}

avec 02 = o2 . L’annulation du gradient de G aboutit aux équations suivantes :

VG(0? B) = 52 u {%B” - Fu} =0e Y ul?p* =02y ul,
V,2G(0%,8) = 4 Y u {am - Rgﬁu} =0e Y R2B" =Y T,

S

La valeur de 02 maximisant G est donc donnée par
7~ !
> R B
ul
> Tw
ul

Q>

et [ est solution de I’équation

A z’: U'Ful
ZuRiﬁ“ = UE:TUI ZuFu
' Z u'I‘u/

ce qui équivaut a Z R2B%(u — X ) =0,
u o

T

autrement dit (3 est racine du polynome

U 1
X) =Y R2xv C R2X"
00 = RNt = ) = T
1
avec C,, = v . D’apres le lemme de Wornell et Oppenheim, 1992 [122], ce

Z u! Ful Z Fu’

u/

polynome admet une unique racine positive /3’ Ce résultat s’obtient en montrant que la
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Z ’LL’PU/
v
> Tw

ul
a ’étape M de l'algorithme EM par dichotomie, sachant que 3 est compris entre % et %
On en déduit I:I]- =-1(1 +10g2(,3j)) pour j =0et j=1.

En définitive, on obtient les estimateurs f’, T, 69, 01, Hy et Hy. La détection du saut
est effectuée par une restauration des états cachés sous les contraintes (P;) et (Pr;), en
utilisant ’algorithme de Viterbi de la section 2.5.3. On obtient ainsi une valeur § pour
Parbre caché S, telle qu'exactement I'un (maximal) des sous-arbres de §, noté 8, est
dans I’état j, toutes les autres variables aléatoires cachées étant dans 1’état 1 — j. Par

conséquent, il existe une unique feuille S;° de Parbre telle que S0 # S{,°+1. L’instant de
saut Tj est estimé par

dérivée de X% f(X) est strictement positive, ol u* = . On obtient la valeur Bj

TO = 2t*

En pratique, pour éviter une trop grande discontinuité de la trajectoire a l'instant
de transition Tj et pour assurer une prescription exacte de la régularité locale H(t) en
chaque point ¢, nous simulons un mouvement brownien multifractionnaire tel qu’il est
défini dans Levy-Vehel et Peltier, 1995 [99] par la méthode proposée par les auteurs, avec
une régularité de Holder transitoire continue (Figure 2.14) :

40(t—1
Vte{1,...,1024}  H(t) =0,1tanh (-20 + %) +0,5. (2.72)

Nous posons Hy = 0,4 et H; = 0,6. Nous construisons alors le processus x{%%* =

(x(t))i=1,.. 1024 de régularité locale donnée par (2.72). Une trajectoire ainsi simulée est
représentée figure 2.15 a).

L L L L L
0 200 400 600 800 1000 1200

F1G. 2.14 — Evolution temporelle du parametre de réqularité locale.

La figure 2.15 b) montre la carte des probabilités lissées P(S¥ = 1|Y = y). L’axe des
ordonnées du schéma représente la profondeur de I'arbre, dont la racine est située sur
la ligne inférieure. Par convention, la profondeur de I’arbre est J; et la racine de ’arbre
est située a la profondeur un. La figure 2.15 ¢) montre le résultat de la restauration des
états cachés sous contraintes. La frontiere entre les deux états est utilisée pour localiser
linstant Ty de transition dans H(t). Les estimateurs des parametres sont Hy =0, 3009,
H, = 0,6649 et Ty = 520.
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F1G. 2.15 — Arbre caché associé a la transformée en ondelette du signal — a) Trajectoire
d’un mbf a régularité H constante par morceauz, valant Hy = 0,4 (correspondant a I’état
0) pourt =1,...,512 et Hy = 0,6 (correspondant a l’état 1) pour t = 513,...,1024;
b) Carte des probabilités lissées. Le niveau de gris indique la valeur de la probabilité
conditionnelle d’étre dans ’état 1 pour un coefficient donné; c) Arbre caché restauré.

Les résultats ci-dessus appellent plusieurs remarques. Tout d’abord, les estimateurs
de H, et H; sont imprécis, ce qui est di aux faibles tailles d’échantillon disponibles pour
chacun des états. Ils sont néanmoins cohérents avec les performances annoncées dans
Wornell et Oppenheim, 1992 [122]. En particulier, la méthode utilisée pour I’estimation
de H; et 0; connait les mémes limitations que ’algorithme décrit dans Wornell et Oppen-
heim. Malgré les faibles performances de ’estimation, du point de vue de la classification,
la séparation des composants du mélange par notre méthode est totalement satisfaisante.
L’imprécision sur l'estimation des H; n’affecte pas I'estimation de l'instant de transition
Tp.

Remarque 2.19 Dans notre exemple tres simplifié, la carte des probabilités de lissage
(figure 2.15-b) est une étape complémentaire de la restauration. En soi, cette carte n’ap-
porte pas beaucoup d’information, vu ’objet de cette application. Cependant, I'incertitude
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apparente sur les €tats cachés situés apres linstant de transition Ty mérite d’étre com-
mentée. Rappelons que par définition de la régularité locale de Holder d’une trajectoire,
h est le supremum sur tous les h' vérifiant l'inégalité de I’expression (2.70). Ceci signifie
que ponctuellement, des régularités plus faibles sont susceptibles d’étre estimées. Lors de
l’analyse de la partie la plus réguliére de la trace, le modeéle a deuz états utilisé permet
effectivement d’estimer des régularités plus faibles que la régularité effective, d’otu ces
changements d’états. Encore une fois, conformément a la définition (2.70), ceci ne se
produit évidemment pas dans la partie gauche de la trajectoire (partie la moins réguliére).

2.8 Conclusion sur l'inférence dans les modeles de
Markov cachés

Dans ce chapitre, nous avons montré comment ’étude des propriétés du graphe d’in-
dépendance conditionnelle de modeles de Markov cachés permet d’élaborer un algorithme
d’estimation des parametres basé sur la méthodologie EM. La difficulté réside essentiel-
lement dans I’étape E ; elle est liée au calcul de probabilités. Notre démarche a consisté a
présenter les algorithmes de calcul de probabilités dans le contexte de I'implémentation
de 'étape E, puis a présenter certaines de leurs autres applications. Le probleme du
calcul de probabilités est poursuivi dans la section 3.4.3.

Les résultats obtenus mettent en évidence, d'une part, I'intérét de disposer d’algo-
rithmes interprétables, afin de pouvoir les utiliser en évitant les calculs redondants, de
réaliser du calcul analytique, par exemple d’espérances ou de fonctions de répartition
conditionnelles, et afin de modifier ou d’améliorer ces algorithmes, au besoin. La princi-
pale amélioration réalisée concerne la stabilité numérique ; celle-ci est obtenue par ’adop-
tion d’un point de vue issu des modeles a espace d’états, qui conduit a des algorithmes
analogues a ceux de lissage.

Pour différentes raisons, nous avons été amenés a faire des hypotheses sur la structure
du modele : hypothese d’un graphe orienté sans cycle pour faciliter son interprétation et
sa paramétrisation, celle de moralité de ce graphe, pour obtenir de maniere immédiate
les propriétés d’indépendance conditionnelle entre variables aléatoires et pour pouvoir
développer des algorithmes récursifs génériques, et enfin ’hypothese d’absence d’arc entre
variables aléatoires observées, qui permet une paramétrisation générique dans le cas de
variables observées a valeurs continues. Cette contrainte a également des conséquences
sur les algorithmes de calcul de probabilités utilisés en sélection de modeles (voir section
3.4.3). Ces derniers permettent 'inférence dans des modeles & observations Y; supprimées
ou manquantes. Le chapitre 5 propose une discussion sur ’extension de ces méthodes
lorsque les contraintes ci-dessus sont relachées.
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Chapitre 3

Sélectionner un modele de Markov
caché

3.1 Introduction

Dans la section 2.4 du chapitre 2, nous avons vu comment calculer des probabilités
dans les modeles de Markov cachés de la famille D quand les parametres A sont connus.
De plus, dans la section 2.3, nous avons vu comment estimer ces parametres quand la
structure G du modele, I’ensemble S des valeurs prises par le processus caché et la famille
(Pp)pco des lois d’émission sont connus. Ces techniques permettent de traiter un certain
nombre de problémes, comme 'application présentée en section 2.7. Cependant, dans la
plupart des problemes de modélisation de phénomenes réels, la structure G du modele,
la nature de 'ensemble S et la famille (Pp)gco sont également des parameétres inconnus,
qui doivent étre déterminés.

Ce chapitre présente des outils permettant la sélection de modeles dans le contexte
des modeles de Markov cachés. Nous commencgons le chapitre par un exposé de la
problématique de la sélection de modeles, tout en insistant sur les liens entre 1’utili-
sation du modele (lié a l'objectif du modélisateur) et les criteres ou les méthodes de
sélection. Ces différents objectifs expliquent la diversité des points de vue retenus pour
aborder la sélection de modeles. La présentation des méthodes qui en découlent se fait,
dans la suite du chapitre, en les regroupant suivant ’approche qui est a leur origine.
Ainsi, nous étudions les méthodes basées sur les tests, sur la théorie de I'information,
sur une approche bayésienne, sur la vraisemblance marginale pénalisée et une méthode
issue de la classification.

Nous proposons ensuite une comparaison expérimentale de la plupart de ces criteres
pour le choix du nombre d’états cachés d’une chaine de Markov cachée. Dans un premier
temps, les séquences sont effectivement simulées suivant cette loi. Puis nous présentons
une application des chaines de Markov cachées a la modélisation du processus des
défaillances et des corrections de logiciels, mettant en ceuvre plusieurs aspects de la
sélection de modeles, avec principalement le choix du nombre d’états cachés de la chaine
de Markov et le choix de son type de matrice de transition. Ces comparaisons expérimentales
mettent en évidence le bon comportement des criteres BIC et celui de validation croisée
basée sur le demi-échantillonnage.



132

3.2 Problématique de la sélection de modeles

Dans cette section, nous commencons par définir ce qu’est un modele, puis nous
donnons plusieurs exemples de problemes relevant de la sélection de modeles : choix
du nombre d’états cachés, du graphe d’indépendance conditionnelle, de la famille des
lois d’émission, du type de matrice de transition entre états et le choix d’un modele
gaussien. Enfin, nous présentons certains enjeux de la sélection de modeles en énoncant
divers points de vue qui donnent lieu a autant de criteres de sélection. Ce sont ces criteres
qui seront passés en revue dans les sections 3.3 a 3.8.

3.2.1 Définition d’un modele

Nous considérons des modeles de Markov cachés dynamiques (i.e. dont la structure
est basée sur la répétition d’'un motif) et identifiables. Dans ce cadre, une loi P,y de
la famille D est caractérisée par sa structure G, par I’ensemble S des valeurs des états
cachés, par la famille P = (Py)gco des lois d’émission et par la valeur A des parametres,
qui appartient & un espace A C IR? dépendant de G, de S et de P. On appellera modéle
M(G,S,P) la famille de lois de probabilités

M(Q,S,’P) = {P)\’Y|)\ € A(g,S, P)}

Exemple : modeles de chaines de Markov cachées a famille d’émission gaussienne.
Nous considérons la structure G définie par le graphe d’indépendance conditionnelle de

la figure 1.5.

Si RSy e > S,

F1G. 1.5 — La structure des modéles de chaine de Markov cachée.

On suppose que la famille des lois d’émission est la famille gaussienne, de sorte que
P ={fuoln € R, 0" € R.},

ol f, . désigne la densité de la loi gaussienne de parameétres (u,0?). Le nombre de
valeurs possibles pour les états cachés, noté K, n’est pas connu. Les ensembles G et P
étant ainsi fixés, on peut considérer, pour chaque valeur de K, le modéle M(K) défini
comme ’ensemble des chaines de Markov cachées gaussiennes a K états cachés.

3.2.2 Modeles en compétition

Nous avons vu dans la section précédente qu'un modele dépendait de la structure
G, de la famille P des lois d’émission et du cardinal de ’ensemble des réalisations S
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du processus caché. L’ensemble de tous les modeles de Markov cachés possibles est clai-
rement infini puisqu’il existe une infinité de graphes d’indépendance conditionnelle; les
possibilités de choix des variables cachées du modele étant elles-mémes infinies. En outre,
méme a graphe d’indépendance conditionnelle fixé, il existe une infinité de choix pour
S. Les méthodes présentées dans les sections suivantes ne s’appliquent que dans les cas
ou le nombre de modeles en compétition est fini. Plus précisément, nous verrons que ces
méthodes requierent I’estimation des parametres au moins une fois pour chaque modele
en compétition. Vu le temps de calcul nécessaire a ’estimation de ces parametres, nous
considérerons uniquement les cas ou les modeéles en compétition sont en nombre res-
treint. Le principe consistant a considérer a priori un nombre restreint de modeles au
lieu d’envisager autant de modeles que possible est préconisé, dans le contexte de la
modélisation statistique en biologie, par Burnham et Anderson, 1998 [17]. En particu-
lier, les auteurs défendent le point de vue suivant : si un modéle n’a aucun sens par
rapport au phénomeéne étudié, il ne devrait pas faire partie de [’ensemble des modéles
en compétition. Cette exigence d’un petit nombre de modeéles en compétition exclut par
exemple le probleme du choix de la structure G parmi toutes celles possédant un nombre
fixé N de sommets, étant donné que le nombre de modeles en compétition est alors une
fonction exponentielle de V.

En revanche, les problemes suivants de sélection de modeles rentrent dans notre
cadre d’étude. Par la suite, nous considérerons essentiellement le probleme 1. Nous ne
ferons qu’évoquer les difficultés liées au probleme 4. Les autres problemes de sélection
de modeles ne sont présentés que pour information mais les méthodes étudiées dans ce
chapitre permettent de les traiter également.

1. Choix du nombre d’états cachés, sous I'hypotheése que tous les états cachés sont a
valeurs dans un méme ensemble fini.

2. Choix du graphe d’indépendance conditionnelle, quand le nombre de graphes consi-
dérés est restreint. Ceci permet de choisir par exemple entre un modele de mélange
indépendant et un modele de chaine de Markov cachée.

3. Choix de la famille des lois d’émission. On pourra par exemple choisir entre la
famille log-normale et la famille gamma pour les lois d’émission de chaines de
Markov cachées.

4. Choix de contraintes sur la matrice de transition (interdiction de certaines transi-
tions).

5. Choix du type de modele gaussien. Nous développons ici, de maniere plutot détaillée,
ce que nous entendons par “modele gaussien”, bien que d’une part, ces modeles
soient plus utilisés dans le cas de modeles de mélanges indépendants que dans les
modeles de Markov cachés généraux, souvent monodimensionnels, et bien que nous
ne traitions pas ce probléme de sélection en particulier. En revanche, la description
qui suit permet de comprendre le principe des logiciels d’identification présentés
en annexe A et utilisés a la fin de ce chapitre.

Lorsque ’on choisit pour P la famille gaussienne, on peut restreindre cette famille
en imposant des contraintes sur la matrice de variance-covariance. En effet, d’apres
Banfield et Raftery, 1993 [5], il est intéressant, du point de vue de I'interprétation
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des composants d’un modele de mélange gaussien, d’utiliser la décomposition spec-
trale de la matrice X5 de I’état caché k. Nous présentons en réalité la décomposition
unique suivante, due a Celeux et Govaert, 1995 [24] et légérement différente de celle
de Banfield et Raftery :

Yk = A DAy Dy

ou

o A =[Tl7 > 0;

e D est la matrice orthogonale des vecteurs propres de ¥ ;

o A est la matrice diagonalisée, normalisée de Dj. Ses coefficients sont les valeurs
propres normalisées de Dy, classées par ordre décroissant sur la diagonale. La
normalisation consiste & diviser les valeurs propres par \;; ainsi |Ax| = 1.

Les différents facteurs de cette décomposition ont ’avantage d’avoir une interpré-

tation géométrique (voir Biernacki, 1997 [12]) : \; s’interprete comme le volume

associé a 1’état caché k, Dy comme son orientation et A; comme sa forme. Dans
le cas particulier d’observations dans IR?, ces quantités sont illustrées par la figure

3.1. Dans ce cas, Dy est une matrice de rotation, d’un certain angle «y, et Ay est

définie par son premier coefficient diagonal ay, d’ou

a0 cos(ay) —sin(ag)

— 1 k k

A 0 — J > D [ sin(ag)  cos(ayg)
k

L’ellipse de concentration (ou de variance) associée a la matrice de variance de
Iétat k, représentée figure 3.1, a pour centre u; et contient €% des points que
génere la loi gaussienne de parametres (py, X). Tracer lellipse de concentration
pour I’état k revient a tracer I’ensemble des points z = (1, x2) vérifiant I’équation

\/t(x — )T (@ — ) = 1%0

Cette courbe est composée des points équidistants du centre u; au sens de la
distance de Mahalanobis.

En contraignant certaines des quantités \;, Ay et ap a étre égales pour toutes
les valeurs de k, on obtient diverses familles aisément interprétables de modeles
gaussiens. Les différentes hypotheses sur ces quantités conduisent a huit modeles
généraux. Par exemple, on peut supposer des volumes différents d’un état caché a
I'autre mais la méme forme et la méme orientation des matrices X, en imposant
que pour tout k, Ay = A et Dy = D, les matrices A et D étant en général a estimer.
Nous notons ce modele en utilisant la méme notation que Biernacki, 1997 [12], a
savoir : [A,DAD]. Avec la méme convention, la notation [ADyADy] désignerait un
modele a volumes égaux et formes égales mais a orientations différentes.

D’autres types de situation offrent un intérét, le premier consistant a supposer que
les matrices ¥; sont diagonales. Ceci revient a supposer, vu la reparamétrisation,
que les matrices Dy sont des matrices de permutation. Dans ce cas, les changements
d’orientation de ¥, n’ont pas d’intérét et nous notons ¥, = Ay By, ou B; est une
matrice diagonale de déterminant égal a 1. Cette hypothese conduit aux quatre
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Fic. 3.1 — Interprétation géométrique de la décomposition spectrale. La quantité Ay
représente le volume de Uellipse de concentration, a, = Ag(1,1) détermine sa forme
et l’angle oy, de la matrice de rotation Dy, détermine son orientation.

modeles supplémentaires [AB] , [\ B], [ABy] et [\xBg]. Le second type de situation
consiste a supposer les modeles sphériques, c’est-a-dire que By = I ou I désigne la
matrice identité (dans IR?). Nous obtenons les modeles [A] et [A\zI], ce qui porte
a 14 le nombre de modeles gaussiens. Ces modeles sont représentés figure 3.2.

O O | o ()
[M] [Ae]

0 0|0 ()]0=]|0=
[A\B] [\ B] [ABi] [ArBy]
00 lo|oN | O\
[AC] A C] [ACk] Ak Ci]
o g \o o [oQ
[ADA;D] [\eDA,D] [ADAD;] [\t Dy ADy]

Fi1a. 3.2 — Courbes isodensités des 14 modeéles gaussiens, représentés ici dans le cas de
deuz états cachés par des couples de matrices de variance. Le parametre A détermine le
volume des ellipses de concentration, A leur forme et D leur orientation.
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Remarque 3.1 — Dans le cas de modeles de mélanges indépendants, la densité de
Y s’écrit

F) =D funsi (v) (3.1)

ou m, = P(S = k) représente la proportion de la classe k. Il est alors possible
de contraindre les my a étre égauzx (en l'occurrence d %), ce qui double le nombre
de modéles possibles. La notation [my] désigne les modéles a proportions non
contraintes et [r] désigne les modéles a proportions égales. Par exemple, dans
le contexte de mélanges gaussiens, la notation [TADyADy| désigne un modéle a
volumes égauz et formes égales mais a orientations et proportions différentes.
— Dans le cas de modéles de chaines ou d’arbres de Markov cachés stationnaires,
I’équation (3.1) s’applique également a la loi marginale de Y. On distingue donc
les modéles non stationnaires [my), ot m, = P(S; = k) est non contraint, des
modeles stationnaires 1], ou ™ = (7 ) désigne la loi stationnaire qui se déduit de
la matrice de transition P. Par exemple, dans le contexte de chaines de Markov
cachées a lois d’émission gaussiennes, la notation [t ADyADy| désigne un modéle
stationnaire & volumes égauz et formes égales mais a orientations différentes.

3.2.3 Enjeu de la sélection de modeles

Les motivations de la sélection de modeles sont étudiées en détail par Burnham et
Anderson, 1998 [17], dans le contexte de la modélisation statistique en biologie. Les
auteurs étudient les conséquences de I'usage d’un modele sur- ou sous- paramétré, ou
tout simplement inadéquat. Leur postulat est qu'une inférence valide se base sur un
modele valide, toute la question étant alors de pouvoir formaliser la notion de validité ou
d’adéquation. Nous partons du principe, a notre avis répandu, qu'un modele est congu
avec un objectif défini a priori. Ce modele est censé aider a répondre a un probleme ou
a une question et cette intention du modélisateur est alors incluse dans le modele d’une
maniere ou d’'une autre. Dans le cas de modeles de Markov cachés, il est fréquent que le
but soit la prise en compte des différentes zones dans lequel le processus observé a un
comportement (ou régime) homogene. La question pourra alors étre “combien y-a-t-il
de types de régime ?” (résolution par choix du nombre d’états cachés) puis “quelles sont
les zones homogénes ?” (résolution par restauration des états cachés). Un autre objectif
d’un modele peut étre d’effectuer des prévisions. La notion de prévision est d’ailleurs
présente de maniere implicite ou explicite dans des criteres classiques de sélection de
modele. Un modele qui est adapté a un jeu de données y particulier, mais a aucun autre
échantillon simulé suivant la loi de Y, ou aucun jeu de données réel de méme nature que
y, risque d’avoir peu d’intérét. On désire en général qu’un modele réponde au probleme
posé pour toute réalisation y de Y suivant la (vraie) loi de ce processus. Nous verrons
dans la section 3.4 le role de la prédiction dans la sélection de modeles basée sur la
théorie de I'information. En conclusion, le concept de modéle valide est lié a 'intention
du modélisateur et de méme que cette intention est intégrée au modele (par exemple,
par U'introduction d’états cachés indiquant le type de régime), la phase de sélection de
modeles tient compte de cette intention.
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Puisqu’il s’agit de trouver un modele adéquat, I'idée d’avoir recours a des tests
d’adéquation a une famille de modeles M(G,S,P) semble naturelle. On dispose des
données y, réalisation d’un processus aléatoire Y de loi Fy. Il s’agit alors de tester
I’hypothese

Hy: Py e M(G,S,P)

contre une hypothése alternative, par exemple,
H,:Py¢ M(G,S,P),
ou encore contre I’hypothese
H:Pye MG, S, P,

ol en général les modeles de M(G, S, P) appartiennent & M(G',S’, P'). L’approche des
tests n’est cependant pas celle de Burnham et Anderson qui, rappelons-le, s’intéressent
a la modélisation de phénomenes biologiques ou les données sont peu susceptibles d’étre
vraiment la réalisation de variables aléatoires de loi connue, et somme toute assez simple,
si I’on consideére tous les parametres ayant pu, dans la réalité, avoir une influence sur les
mesures ayant produit les données y. Ceci se traduit par le fait que, dans ce contexte,
le test de Hy contre H; va avoir tendance a rejeter Hy quand le nombre n de données
observées est suffisamment élevé. Dans le cas du test de Hy contre Hj, le fait que I’hy-
pothese Hj soit rejetée ne signifie pas forcément que Hj soit un modéle valide. Le test
de
Py e M(G',S', P

contre

Py ¢ M(G',S', P

aidera a savoir si le modele alternatif est adéquat.

Les auteurs, refusant de croire en I’existence d’un vrai modele connu qui aurait généré
les données, proposent de recourir a une notion de meilleur modéle approximant la loi
de Y. Vu que la vraie loi Py de Y ne peut étre déterminée, il s’agit de sélectionner,
parmi les lois de probabilités P dans I’ensemble de modeles {M (G, Si, Pi)}s, celle qui
minimise une certaine mesure de dissimilarité entre P et Py, en 'occurrence la divergence
de Kullback-Leibler

KL(Py, P) = / Py(y) log 1;0((;’)) dy. (3.2)

Cette méthode s’inspire de la théorie de l'information, qui s’est développée dans les
années 1940 et recouvre des théories fondamentales de plusieurs disciplines scientifiques
(information de Fisher en statistique et entropie de Boltzmann en thermodynamique,
entre autres). D’autres fonctions que la divergence de Kullback-Leibler peuvent étre uti-
lisées pour mesurer la dissimilarité entre lois de probabilités — ce que Linhart et Zucchini,
1986 [84] appellent le manque d’adéquation. Ces auteurs développent une théorie générale
de la sélection de modeles basée sur la notion de meilleur modele approximant, au sens
d’une mesure de dissimilarité donnée (par exemple la divergence de Kullback-Leibler et
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les distances de Kolmogorov, de Cramer-von Mises, de Pearson, de Neyman et de Gauss,
entre autres).

Ainsi, il existe différentes approches possibles pour la sélection de modeles. Les
sections suivantes offrent un panorama de certaines de ces approches et décrivent les
méthodes qui en découlent. La section 3.3 aborde les méthodes basées sur le formalisme
des tests. La section 3.4 traite du critere d’information AIC et de la validation croisée,
tous deux liés a la théorie de I'information. La section 3.5 présente la sélection de modeles
basée sur le critere d’information bayésienne BIC. Nous donnons en section 3.6 des argu-
ments, basés sur les travaux de Gassiat, 2002 [52] pour la sélection de modeles basée sur
des criteres de vraisemblance marginale pénalisée. En section 3.7, nous présentons une
approche issue de la sélection de modeles en classification automatique, le critere ICL.
Enfin, une application de la sélection de modeles est réalisée sur des données simulées
en section 3.8.1 et sur des données réelles en section 3.8.2.

3.3 Tests d’hypotheses

La théorie des tests d’hypotheses peut étre utilisée pour la sélection de modeles.
L’ouvrage de McLachlan et Peel, 2000 [91] et la thése de C. Biernacki, 1997 [12] offrent,
a notre avis, un tres bon résumé de I’application de cette méthodologie a la sélection de
modeles dans le cadre de mélanges indépendants. Le principe de cette méthode est de
tester une hypothese H, contre une hypothese H; avec

Hy, : PBe Mo
H, : PO € M1,

ou M; = M(G;,S;,P;) pour i € {0;1}, avec de plus My C M; (les modeles sont dits
emboités). L’hypothese Hy correspond au fait que le vrai modele est M(Gy, Sy, Po) et
Ihypothese H; au fait que le vrai modele est M(G;,S;,P1). Le rapport des vraisem-
blances maximales est défini par

L’élaboration du test repose sur la détermination de la loi de 7(Y"). Cette loi est sou-
vent impossible a obtenir, c’est pourquoi on essaye d’obtenir sa loi asymptotique. Sous
certaines conditions de régularité (dont la normalité asymptotique de 'estimateur de
maximum de vraisemblance, ou EMV), la loi asymptotique de —2In(r(Y")) est une loi
du x2.

Choix du nombre d’états cachés

Dans le cas du choix du nombre d’états cachés K, on est amené a poser

HO : K=k
H1 . K:k-i-]_
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pour une certaine valeur de k. La difficulté de recourir a des tests découle de ce que sous
Hy, TEMV ne suit pas, asymptotiquement, une loi normale de plein rang. Ceci provient
du fait que Hy correspond a l'appartenance de A a un sous-ensemble de I'espace des
parametres ol le mélange est non identifiable, ou a ’appartenance de A a la frontiere de
cet espace. En effet, 'hypothese Hy peut étre spécifiée par 'annulation d’une proportion
d’un mélange a k 4+ 1 composants. Le parametre 7 appartient alors a la frontiere de
I’espace des parametres. De plus, si m; = 0 pour I’état caché i, alors la vraisemblance
ne dépend pas de ¢;. D’autre part, Hy est également vraie lorsque ; = 6; pour deux
états cachés distincts ¢ et j. La vraisemblance est alors la méme, sous Hj, pour toutes
les valeurs de 7; et de 7; situées sur une certaine droite d’équation m; + 7; = Constante.
Ce manque d’identifiabilité conduit a une dégénérescence de la matrice d’information
lorsque l'on considere la loi de —21In(r(Y")) sous Hp. On s’attend alors a ce que la loi
asymptotique de —21In(r(Y’)) ne soit pas une loi du x* — du moins cette loi est-elle
inconnue.

Différentes approches ont été envisagées pour déterminer la loi, asymptotique ou non,
de la statistique de test —21In(r(Y")). Ainsi, ’approche de McLachlan et Peel, 1996 [90]
consiste & obtenir la loi de —21In(r(Y’)) par rééchantillonnage. L’estimateur A de X est
calculé par maximum de vraisemblance sous Hj (c’est-a-dire avec un modele a k états
cachés). Puis on tire R échantillons y,,... ,yy de taille n sous Hy, autrement dit sous
la loi P . Pour chacune de ces réplications, on obtient la statistique de test en estimant
le parametre sous Hy et sous H;. On dispose ainsi d’une estimation de la vraie loi de
—21In(r(Y)) sous Hy. Le test au niveau de signification « se fait en rejetant Hy si la
valeur de la statistique pour 1’échantillon d’origine —21n(r(y,)) est plus grande que la
j*=¢ plus petite valeur de I’échantillon —21In(r(y,)), ..., —2In(r(yg)), ou j est défini par

j=(R+1)(1 - a).

McLachlan et Peel remarquent, sur la base de simulations, que les estimateurs des quan-
tiles de la loi de —21In(r(Y")) obtenus par rééchantillonnage sont biaisés et proposent une
méthode alternative basée sur des réplications de —2In(r(y)) simulées suivant la loi Ps.,

ou /\* est obtenu en tirant plusieurs réplications de ¥ sous Hy (en utilisant le parameétre
)\0) puis en calculant /\* a partir de I’échantillon ainsi obtenu.

Dans Lo, Mendell et Rubin, 2001 [86] les auteurs établissent que dans le cas de
mélanges indépendants gaussiens, la statistique —21In(r(Y’)) a méme loi qu'une somme
pondérée de variables aléatoires indépendantes de loi du x? & un degré de liberté.

Le test du nombre de composants d’'un mélange gaussien est traité dans le cas
d’indépendance (avec une extension au choix de modeles ARMA) dans Dacunha-Castelle
et Gassiat, 1999 [34] par une méthode de paramétrisation localement conique. Il est
établi, moyennant des hypotheéses de régularité assez fortes (qui interdisent les mélanges
gaussiens & variance arbitrairement petite) que le rapport de maximum de log-vrai-
semblance a méme distribution sous Hy que le supremum, sur un ensemble de scores
directionnels, d’une fonction d’un processus gaussien continu.

Parmi les procédures ci-dessus, certaines sont basées sur ’hypothese d’indépendance
des variables aléatoires de Y. Le résultat de Lo et al., visiblement, s’appuye fortement
sur cette hypothese et ’adaptation au cas de modeles de Markov cachés généraux semble
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ne pas étre immédiate. En revanche, I'approche de McLachlan et Peel repose essentiel-
lement sur le principe du bootstrap dont I'application aux modeles de la famille D est
possible. L’existence de dépendances entre les variables aléatoires complique la maxi-
misation de la vraisemblance évaluée sur un sous-échantillon mais nous présentons en
section 3.4.3 une procédure prenant en compte ces dépendances. Enfin, le résultat de
Dacunha-Castelle et Gassiat a été généralisé aux chaines de Markov cachées par Gassiat
et Kéribin, 2000 [53] par des calculs beaucoup plus compliqués. L’adaptation de cette
méthode a des modeles de Markov cachés plus généraux que les chaines est sans aucun
doute plus complexe encore.

Pourquoi sélectionner un modele par des tests d’hypothése 7

Tout d’abord, la sélection de modeles par les tests n’est possible que si les modeles
sont emboités, ce qui peut étre restrictif. Par exemple, les modeles gaussiens présentés
figure 3.2 ne sont généralement pas emboités : leur sélection est donc exclue par les tests,
sauf dans certains cas particuliers. Dans ce qui suit, nous considérons le choix de I'ordre
du modele, ce qui peut effectivement se formuler sous la forme d’un test.

Ainsi, certains problémes se formulent naturellement sous la forme d’un test de K = k
contre K = k + 1, comme celui présenté dans Garel, 2002 [51]. L’application considérée
consiste a déterminer si un patient est atteint d’une maladie. On sait, certainement pour
des raisons biologiques, que la distribution du taux d’une certaine substance présente
dans le sang est normale, centrée, de variance inconnue. Chez un patient malade, cette
distribution est un mélange de gaussiennes centrées, de variance inconnue. La détection
de la maladie chez un patient peut donc se formuler comme le test d’une loi gaussienne
contre un mélange de gaussiennes, dans la mesure ou I’hypothese que la vraie loi appar-
tient & 'une des deux familles est réaliste.

Dans d’autres situations, ’hypothese que les données y sont réellement issues d’un
modele de Markov caché n’est visiblement pas réaliste. Nous verrons au chapitre 4 un
exemple de situation ou le modele de chaine de Markov cachée est un modele peu réaliste
et met néanmoins en évidence certaines caractéristiques du processus observé tres utiles
pour son interprétation. Le choix du nombre d’états cachés par les tests d’hypothese
pose alors les problemes suivants :

1. la vraie loi de Y n’appartient pas a I’ensemble des modeéles en compétition et les
hypotheses Hy et H; des tests sont “fausses” (c’est-a-dire peu réalistes), sauf a
considérer des modeles tres complexes ;

2. lorsque le nombre n de données observées tend vers +o0o, on s’attend a ce que si
les hypotheses Hy et H; sont peu réalistes, I’hypothese Hy sera systématiquement
rejetée ;

3. lorsque toutes les valeurs de ’ensemble {1,... , K'} sont a priori possibles pour le
nombre d’états cachés, on est amené a réaliser des tests successifs. Dans ce cas,
il n’y a pas de fondement théorique pour comparer un grand nombre de p-values,
issues de tests multiples (voir a ce sujet (Kass et Raftery, 1995 [69]) et (Burnham
et Anderson, 1998 [17])).

Concernant le troisieme point, il est fréquent de tester ’hypothese Hy : K = 1 contre
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H, : K = 2 en choisissant le modele correspondant a K = 1 si Hy n’est pas rejetée.
Dans le cas contraire, on teste Hy : K = k contre H; : K = k + 1 avec des valeurs
croissantes de k jusqu’a ce que Hj ne soit pas rejetée, ce qui permet de choisir le modele
le plus parcimonieux. Le probleme de cette approche est qu’alors, les valeurs supérieures
K ne sont pas envisagées alors qu’elles pourraient donner des résultats “meilleurs” (y
compris au sens des tests, pour ne citer qu’eux). L’exemple choisi dans McLachlan et
Peel, 2000 [91] illustre ce probleme a travers le jeu de données philatéliques Hidalgo de
Mexico 1872. La méthodologie ci-dessus conduit a choisir un mélange gaussien a trois
composants parce que le test de Hy : K = 3 contre H; : K = 4 est le premier a ne
pas rejeter Hy, alors que le test de Hy : K = 4 contre H; : K = 5 rejetterait Hy et la
continuation des tests conduirait au choix d’un modele a sept composants.

Dans Burnham et Anderson, 1998 [17] les auteurs comparent les procédures de tests
successifs avec une procédure basée sur le critere d’information AIC dans le cadre de
modeles linéaires pour la modélisation de phénomenes réels en biologie. Leur conclusion
est que AIC a tendance & choisir des modeles plus parcimonieux que les tests successifs,
alors méme qu’en général ce critere tend a choisir des modeles trop complexes (voir par
exemple Koehler et Murphee, 1988 [73]). Cependant, le fait que AIC sélectionne des
modeles plus parcimonieux que les tests se congoit, dans le cas par exemple d’un nombre
de données tres élevé. Les expérimentations réalisées dans cette these ne comprennent
pas de cas de sélection de modeles par les tests mais il aurait été instructif de mettre en
ceuvre ces techniques pour voir leur comportement sur les modeles de Markov cachés,
dans le contexte de données simulées et réelles.

3.4 Approches issues de la théorie de I’information

Burnham et Anderson, 1998 [17] appellent approches issues de la théorie de l'infor-
mation des approches basées sur les hypotheses et le principe suivants :

— les données y sont issues d’une vraie loi P, inconnue;

— I’ensemble des différents modeles candidats pour I'inférence ne contient pas Fy;

~ le principe est de déterminer le modele M(G,S,P) et la loi P dans ce modele

minimisant la divergence de Kullback-Leibler de P & P,

La divergence de Kullback-Leibler de P & Py est définie par 1'équation (3.2). Cette
divergence s’interprete comme la perte d’information due a 'approximation de la loi
Py par la loi P. Sélectionner un modele par cette méthode revient donc, pour chaque
modele M(G;,S;, P;), & minimiser KL(Py, Py,) sur tous les \; € M(G;,S;,P;), puis a
sélectionner le couple (M (G;, S;, P;), Ai) qui réalise ce minimum. La principale difficulté
provient du fait que Py et A sont inconnus. Dans cette section, nous présentons deux
méthodes remplacant A\ par son estimateur de maximum de vraisemblance A La premiere
méthode est basée sur les développements limités de la vraisemblance au voisinage de A et
conduit aux critéres de vraisemblance pénalisée de type AIC (voir Burnham et Anderson,
1998 [17]). La deuxieéme méthode est basée, a l'origine, sur ’évaluation de la capacité
prédictive des modeles mais peut néanmoins étre rattachée a la théorie de I'information :
il s’agit de la validation croisée (voir Stone, 1974 [113] et Stone, 1977 [114]). Apres avoir
explicité ’origine de ces deux approches, nous présentons un algorithme pour la mise en
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ceuvre de la validation croisée dans le cadre des modeles de Markov cachés de la famille
D. Cet algorithme, en substance, répond a la question du calcul de probabilités et de
I’estimation des parametres dans le contexte de la suppression d’observations a valeurs
continues, laissée en suspend dans le chapitre 2.

Remarque 3.2 L’approche dite “Minimum Discrimination Information” ou MDI, de
Shore et Johnson, 1980 [109], peut étre rattachée aux méthodes issues de la théorie
de Uinformation. Il s’agit en effet d’une méthode d’estimation des paramétres dans les
modeéles de Markov cachés (a lorigine, les chaines de Markov cachées), qui consiste
a minimiser la divergence de Kullback-Leibler, parmi toutes les distributions vérifiant
des contraintes données sur les moments et tous les parameétres possibles. L’approche
MDI est une généralisation de ’approche par maximum d’entropie de Cover et Thomas,
1991 [30]. En comparant la valeur des minima pour différents modéles, cette approche
peut également servir de base a des méthodes de sélection. Cependant, sa mise en cuvre
semble difficile (en particulier pour la détermination de l’ensemble des lois satisfaisant
les contraintes de moments, voir Ephraim et Mehrav, 2002 [47]), ¢’est pourquoi nous ne
présentons pas cette approche plus en détail.

3.4.1 Criteres d’information

Dans cette section, nous présentons les criteres d’information AIC et ses variantes.
Ces criteres de sélection de modeles sont obtenus par une approximation de la quan-
tité KL(Py, Py) & minimiser, par des développements limités de la log-vraisemblance
(cf. Burnham et Anderson, 1998 [17]). Nous sommes alors amenés a faire ’hypothése
qu’il existe une unique valeur du parametre minimisant KL(FP,, P\) quand A décrit
M(G, S, P), cette valeur étant notée \o'. Nous appellerons alors la quantité KL(Pp, Py,)
la divergence de Kullback-Leibler du modéle M(G,S,P) a la loi Py. La divergence de
Kullback-Leibler est correctement définie sous des conditions données dans White, 1982
[119], & savoir que les quantités | In(Py)| sont majorées par une fonction mesurable (par
rapport a Py) indépendante de \. L’existence de valeurs minimisant KL(Py, Py) est as-
surée sous des conditions données dans Bunke et Milhaud, 1998 [16]. L'une d’entre elles
est que A soit un convexe fermé de IR? d’intérieur non vide et que le support de Py ne
dépende pas de \. Les autres conditions portent sur le caractere fini du supremum de la
divergence de Kullback-Leibler sur une sphere de centre A\, pour tout A € A, et sur la
régularité de la dérivée de Py, ces hypotheses assurant en particulier la continuité de KL,
le fait que KL atteigne ses minima et que ’ensemble des minima soit compact. L unicité
de )\g est supposée dans les références ci-dessus; elle est liée, entre autres, a la notion
d’identifiabilité.

Le parametre Ay dépend de la vraie loi P inconnue, donc il est lui-méme inconnu.
Puisque 'on dispose d’une réalisation y de Y suivant la loi Py, on peut utiliser I’estima-
teur empirique suivant associé a la divergence de Kullback-Leibler :

LS (A = ), (33)

1La valeur Ao est parfois appelée “pseudo-vraie” valeur du parameétre.
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égal & la log-vraisemblance In(L,())), au facteur —n ! pres, dans le cas ou les variables
aléatoires observées sont indépendantes (dans le cas contraire, la quantité (3.3) est ap-

pelée log-vraisemblance marginale ; nous la noterons In(L,(\))). Par la loi forte des grands
nombres, on a

S P =) 7% [ R@)n(Py@) da.

C’est pourquoi il est naturel d’estimer \q par 'EMV X(y), cette notation explicitant
la dépendance de cet estimateur vis-a-vis des données. De plus, sous des conditions de
régularité données dans White, 1982 [119], PEMV ) tend Py—presque siirement vers \o.
La quantité KL(F,, P),) inconnue est alors estimée par I’approximation suivante de la
divergence de Kullback-Leibler

KL(Py, Py ) = / Py(§)In % d. (3.4)

Dans le contexte fréquent ou I'on désire qu’un modele ait en moyenne une bonne ca-
pacité prédictive, on choisira comme critere de sélection la valeur moyenne de la quantité
(3.4) pour des réplications indépendantes de y, autrement dit I’espérance de la quantité
par rapport a Y, soit

Ep,[KL(Fy, Pyy))]

également noté
Ey [KL(Po, P5yy)l;

étant entendu que Y suit la loi Py. Nous nous basons principalement sur Burnham et
Anderson, qui justifient les criteres d’information comme suit. Les auteurs notent que la
quantité (3.4) se réécrit

KL(Py, Py,,) = Constante — Ey [In(P;,, (Y))],

ol Y représente un échantillon test de méme taille que Y. Le critere a minimiser se
réécrit alors

Ey[KL(Py, Pyy,)] = Constante — By [y [In(Pyy,(Y))].

Par conséquent, cette méthode revient a déterminer le modele M (G;, S;, P;) qui minimise
en moyenne, parmi tous les modeles {M(G;, S;, P;)};, un estimateur de la divergence de
Kullback-Leibler du modele a la vraie loi. Le fait de considérer la double espérance par
rapport a 'Y et a Y revient & utiliser, pour valider un modele, un échantillon indépendant
de celui qui a servi a I’estimer.

Il est tentant d’estimer la quantité In(P5,\(9)) par le maximum de vraisemblance
ln(Pj\(y) (y)), vu la ressemblance entre ces deux quantités; cependant Akaike, qui est a
Porigine du critére (3.5), a montré que la vraisemblance est un estimateur biaisé positive-
ment de ce critére (voir Akaike, 1973 [3]). Ce biais provient du fait que dans le cas ou la
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log-vraisemblance est utilisée comme approximation de In(P5,()), les données y sont
utilisées & la fois pour identifier le modele et pour le valider ; ainsi, Ey [In(P;y(Y))] sur-

estime systématiquement [Fy [[Fy [ln(P;\(Y)(ff))]]. Par ailleurs, il est connu que dans le
cas de modeles emboités, le modele le plus complexe maximise toujours la vraisemblance.
Les criteres d’informations essayent donc d’estimer ce biais. Vu que

Ey [In(Psy(Y))] = Ey[IEy [ln(P;\(Y)(f’))]] + biais,
on est amené & maximiser des critéres de la forme
ln(P;\(y) (y)) — estimation du biais.

Ces criteres pénalisent la vraisemblance par un terme positif qui pénalise les modeles les
plus complexes (c’est-a-dire ayant le nombre le plus élevé de parameétres) et s’écrivent
donc

IC = In(£,(}\)) — pénalité ;

ce sont des criteres de vraisemblance pénalisée. Ainsi, le critere AIC (An Information Cri-
terion) d’Akaike essaye d’estimer ce biais en effectuant un développement limité en A de la
quantité In(Py(y)) dans un voisinage de Ay contenant ). Les détails de ce développement
limité sont donnés dans Burnham et Anderson, 1998 [17] et conduisent au résultat suivant

By[Ey (In(Pyy(Y))]] & By [In(Pyy(Y))] = tr(TnT5,) (3-5)

I = Ep, [(VAIn(PA(Y)) (Valn(PA(Y)))]

et Z, est la matrice
I\ = Ep,[- V3 In(P\(Y))],

oll la notation V3 désigne I'opérateur de dérivée seconde par rapport a A. Ainsi, Z,, est
Pespérance de la dérivée seconde, prise en A = )y, de la fonction A — In(P(Y")).

Notons que Ripley, 1996 [104], sous 'hypothése d’indépendance et avec des conditions
de régularité standard, utilise un point de vue un peu différent en cherchant directement
un développement limité de I’espérance de la déviance

D(Y) = 2[In(Py(Y)) = In(Pyyy(Y))] = 2KL(Py, Py(y)),

ot Y représente un “individu test” indépendant de Y. Le processus Y désigne encore une
fois un “échantillon test”, c’est-a-dire un échantillon de méme taille que Y et indépendant
de Y. L’espérance de la déviance ci-dessus est prise par rapport & Y : il ne s’agit plus,
comme dans Burnham et Anderson, de la double espérance prise par rapport a Y puis Y.
L’utilisation d’un échantillon test Y est due au fait que )\( ) est déterminé de maniére a
minimiser la déviance sur les données d’apprentissage y et sous-estime donc la déviance
sur un ensemble test de taille comparable. L’auteur montre ’approximation suivante

nEy[D(Y)] = By [In(Py(Y)) — In(Py, (V)] + 2tr(Tn Ty, ) + Opy(—=).  (3.6)

S -



145

Le critere AIC peut étre obtenu a partir des équations (3.5) ou (3.6). Dans le cas de
I’équation (3.5), la quantité inconnue Ey[In(Py)(Y))] est estimée par le maximum
de log-vraisemblance In(P;(Y’)). Le biais de cette approximation est alors estimé par
tr(JaZy, ), grace & un développement limité dans un voisinage de Ao contenant . Dans

le cas de I'expression (3.6), la quantité IEy[In(FPy(Y))] constante par rapport a y est
éliminée du critére a minimiser. La quantité Ey[In(P5,(Y))] est estimée de maniere
empirique par la vraisemblance

ce qui crée des fluctuations d’échantillonnage. Par le théoreme central limite, ’erreur
d’approximation est d’ordre Op,(y/n). Dans les deux cas, la quantité & minimiser est le
critere
3 ~1
—In(Ly(A)) + tr(Tn Iy, ),

appelé NIC, ot la trace fait intervenir des quantités qui dépendent du parametre inconnu
Ao, et doit donc étre approximée. Dans le critere AIC, cette trace est estimée par le
nombre d de parametres réels indépendants du modele, d’ou la définition

AIC(M(G,S,P)) = —In(Ly(\)) + d.

Cette approximation est motivée par le fait que si Py € M(G,S,P), alors Ty, = Z,-
Ce point de vue peut sembler contradictoire avec ’approche a ’origine de AIC, a savoir
qu’aucun modele ne contient P, et que le but est justement de déterminer le modele le
plus proche de P, au sens de la divergence de Kullback-Leibler. D’apres Burnham et
Anderson, cette approximation est utilisable si ’ensemble des modeles en compétition
contient une loi proche de Py, auquel cas I’approximation tr(J, ALy, 1) = d est raisonnable.
Cependant, alors que les calculs ci-dessus permettaient de controler I’erreur d’approxi-
mation, le fait d’estimer tr(J,\OI;Ol) par d dans le cas ot Py n’appartient pas a { Py}, crée
également un biais qui n’est pas pris en compte par AIC. En réalité, lorsque les modeles
considérés ne contiennent pas Py, AIC a tendance a choisir des modeles de plus en plus
complexes lorsque n augmente (voir Ripley, 1996 [104]).

D’autres estimateurs de cette trace ont été proposés et ont conduit a autant de
criteres d’information. Citons par exemple le critere TIC de Takeuchi, 1976 [115] qui est
basé sur une estimation empirique des matrices Jy, et Z,,, utilisant typiquement des
méthodes de bootstrap. Burnham et Anderson notent la forte variabilité des estimateurs
obtenus et s’interrogent sur la pertinence de cette méthode, a moins peut-étre de dispo-
ser d’échantillons de tres grande taille.

Utilisation du critere AIC pour le choix du nombre d’états cachés

Parmi les hypotheses qui justifient les équations (3.5) et (3.6) figure celle de normalité
asymptotique de I'estimateur A\ sous P, a savoir

V(A = Xo) — Na(Zy! oLy )-
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Des conditions nécessaires pour que cette hypothese soit satisfaite sont données dans
White, 1982 [119]. Or nous avons vu dans la section 3.3 que la normalité asymptotique
de \ peut ne pas étre vérifiée dans le contexte du choix du nombre d’états cachés dans
les modeles de Markov cachés, suivant la loi Py. Ceci est dii a la possibilité que le modele
soit “non identifiable”, en un sens légerement différent de la notion d’identifiabilité vue
en section 2.2. Par exemple, dans le cas de mélanges indépendants, si la famille de lois
d’émission est identifiable et si I’on contraint les proportions a étre non nulles et les
parametres d’émission a étre distincts, les modeles sont identifiables. Cependant, dans
le cas de la sélection de modeles, nous sommes conduits a considérer des modeles a
proportions nulles ou a parametres d’émission égaux lorsque le nombre de composants
est supérieur au “vrai” (ou au “pseudo-vrai”) nombre de composants.

Pour cette raison, la justification théorique de AIC n’est pas valide dans ce cadre
(voir & ce sujet, par exemple, McLachlan et Peel, 2000 [91]). En outre, il est connu
que ce critere a tendance a surestimer le nombre d’états cachés, dans le contexte des
mélanges indépendants (voir par exemple les expérimentations de Cutler et Windham,
1993 [33] ou encore Celeux et Soromenho, 1996 [25]). Des précisions sur la surestimation
du nombre d’états cachés par AIC sont données dans la section 3.6. Enfin, notons que
la justification du critéere AIC donnée par Burnham et Anderson, 1998 [17] ne s’appuie
pas sur ’hypothése d’indépendance des variables aléatoires observées. Cependant, les
hypotheses effectuées sont plus difficiles a vérifier pour les modeles de Markov cachés (en
particulier la normalité asymptotique de 'EMV). En tout état de cause, ces hypotheéses
peuvent étre fausses dans le contexte du choix du nombre d’états cachés.

3.4.2 Validation croisée multiple

La validation croisée est une technique ancienne, citée dans des articles de modélisa-
tion psychométrique dans les années 1930. Les données sont divisées en deux groupes :
le premier est utilisé pour I'ajustement du modele et le second pour sa validation. Dans
les articles fondateurs de la validation croisée, une seule observation a la fois est utilisée
pour la validation (on parle alors de wvalidation croisée “4 une donnée exclue?”). La
procédure d’identification des parametres et d’évaluation du modele est alors répétée n
fois, c’est-a-dire autant de fois qu’il y a de données.

Jusqu’a l'article de Stone, 1974 [113] cette technique était vue avant tout comme
un moyen d’évaluer un modele, mais 'auteur suggere son utilisation pour choisir entre
plusieurs modeles. Dans certains contextes, dont celui des modeles de Markov cachés, il
parait déraisonnable d’évaluer le modele avec une seule observation, notamment a cause
des dépendances entre variables aléatoires observées. De plus, répéter la procédure n
fois conduit a un nombre trés important de calculs, vu la complexité de 1’algorithme
d’estimation des parametres. C’est pourquoi la validation croisée a été généralisée a la
validation avec M données; nous la nommerons dans ce cas validation croisée multiple

ou “a M données exclues” 3.

2 “eqve-one-out cross validation en anglais.
3multifold cross validation en anglais.
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Principe

Dans le contexte de la sélection de modeles linéaires, Zhang 1993 [126] propose les

variantes suivantes de la validation croisée multiple : supposons que n = Rm.

— Par définition, le critere MCV* (pour Multifold Cross Validation) est obtenu en
considérant une partition fixée des observations en R classes, en général déterminée
de maniere aléatoire. Chaque classe y™) composant la partition est alors utilisée &
son tour pour évaluer le modéle, I’ensemble des données observées restantes, noté
y(=") étant utilisé pour calculer "TEMV AT du parameétre. Le critere MCV*, qui
dépend de la partition utilisée, est alors défini par

R
D (P (Y =y0)).
r=1

— Le critere MCV est défini comme la moyenne, sur toutes les partitions possibles
des observations en R classes, des criteres MCV* associés a chaque partition.

— Par définition, le critere RLT (pour Repeated Learning-Testing) est obtenu en
considérant un nombre fixé V' de partitions des observations en R classes, chaque
partition étant tirée aléatoirement. Pour chaque valeur de v, on choisit au hasard
I'une des classes, notée y(™), pour évaluer le modele, I'ensemble des données ob-
servées restantes y(~") étant utilisé pour calculer "TEMV AE™) du parametre. Le
critere RLT est défini par

\4
D I(Byery (Y = yr)).

v=1

Le calcul du critere MCV nécessite de considérer toutes les partitions possibles des
données en R classes, ce qui est en général infaisable vu le temps de calcul en jeu. Les
criteres MCV* et RLT ont donc été élaborés, afin d’approcher le critere MCV. Notons
que le critere MCV* est sujet & une variabilité due au tirage aléatoire de la partition.
Cette variabilité peut étre atténuée par répétition des tirages, de maniere a en obtenir
une version Monte-Carlo, notée MCMCV*.

Les critéres de validation croisée vus comme critéres d’information

De maniere évidente, les criteres de validation croisée sélectionnent les modeles sur
la base de leur capacité prédictive. Nous rappelons ci-dessous les liens entre la validation
croisée et les criteres d’information. Nous avons évoqué dans la section 3.4.1 que les
criteres d’information reposent en partie sur I'utilisation d’un échantillon pour valider le
modele, indépendant de celui qui a servi a l'identifier.

Un premier point de vue permettant d’expliciter ce lien avec les criteres d’information
est d’introduire la validation croisée dans le cadre d’une estimation empirique de la
déviance 3 . .

DY) = 2[in(Ro(¥)) = In(Pyy, (V)] = 2KL(Py, Pyy)

qui est une mesure de ’adéquation du modele. Lorsque 1’on utilise la déviance en sélection
de modeles, A est déterminé de maniére a minimiser cette déviance sur les données
7
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d’apprentissage (autrement dit & minimiser la quantité 2[In(Py(Y = y)) — In(P\(Y =
y))]), ce qui fait que la déviance évaluée sur un ensemble test de taille comparable est
en général plus grande. Un estimateur empirique de la déviance basé uniquement sur les
données d’apprentissage est alors biaisé, au sens ou il sous-estime systématiquement la
déviance réelle. Notons que les criteres présentés dans la section 3.4.1 tentent également
d’estimer le biais résultant d’une estimation de la déviance minimale en utilisant le
maximum de vraisemblance, essentiellement grace a des développements limités et des
arguments asymptotiques.

Un estimateur empirique de ce biais est obtenu par validation croisée, en estimant de
maniere naturelle la différence entre la déviance estimée sur un ensemble d’apprentissage
et sur un ensemble de test. On considere alors une partition {y,, y, } de y, ou typiquement
les deux ensembles sont de méme cardinal. Le parametre \ est estimé par \; a partir de
y, pour i € {0;1}. L’estimateur empirique de la déviance est

2In(Fy(yo)) — 2In(P5,(yo)) + 2In(Fo(yy)) = 2In(P5, (y1))- (3.7)

D’apres ce qui précede, le biais de cet estimateur est estimé par

B(y) =  2In(Po(y,)) — 2In(P5,(yo)) — 2In(FPo(y,)) — 21In(P5 (y1))]
+2In(Py(y,)) — 2ln(P;\1 (y1)) — [2In(Po(y,)) — 21n(P5\1 (¥0))]
)

ou 21n(Fo(y,)) —2In(P5,(y,)) est un estimateur empirique de la déviance sur 'ensemble
d’apprentissage et ou 21n(P0( 1)) — 2In(P; (y;)) estime la déviance sur un ensemble
test, et de méme en inversant les roles de y, et de y,. Ainsi, la formule (3.8) représente
la différence entre la déviance sur un ensemble d’apprentissage et un ensemble test et
iB(y) correspond & une différence moyenne. Le biais estimé B(y) est alors soustrait &
I’estimateur empirique biaisé (3.7), ce qui donne I’estimateur

21n(Po(y,)) — 2In(P5, (yo)) + 21In(Po(y;)) — 2In(P5, (y,)) — B(y). (3.10)

Cette expression est ensuite simplifiée en utilisant la définition de B(y) ci-dessus et en
éliminant les termes indépendants des \;. On est finalement amené a minimiser I’expres-
sion

—2In(P5,(y,)) = 2In(Py, (o)),

donc a maximiser un critere de validation croisée. Dans le cas ou les y, sont effectivement
des sous-échantillons de méme taille, on parle de demi-échantillonnage®*, ce qui est bien

n
un cas particulier de validation croisée multiple avec R =2 et m = —.

D’autre part, Stone 1977 [114] explicite le lien entre la validation croisée a une
donnée exclue et les criteres d’information, dans le cas de variables aléatoires observées
indépendantes. Nous notons A Destimateur de maximum de vraisemblance — calculé a
partir de y — et A_u PEMV calculé A partir de y privé de lobservation y,. Nous notons
également [,(\) = In(P,\(Y = y)). Le critere de validation croisée a une donnée exclue

est défini par
CV = Zz (o).

4 half-sampling en anglais.
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La preuve de Stone se base en partie sur un développement de Taylor de la vraisemblance
et de sa dérivée dans un voisinage de A, d’ou

OV =In(L,(N)) + 3w = NI, A+ au(Ay = V)

et pour tout u dans {1,...,n},
(£, (\a) = [(n£y)" (A + b = )] O = ),

ol les (ay)ueqi,... ny et les (by)yeq1,..,n) sont certains scalaires de norme inférieure a un.
Alors sous les hypotheéses suivantes :

(i) unicité de lestimateur de maximum de vraisemblance,

(ii) unicité du parametre Ay minimisant la distance de Kullback-Leibler du modéle

M(G,S,P) alaloi B,
(iii) convergence Py presque-stre de \ vers Ao quand n — +00,

(iv) convergence Py presque-siire de A, vers \g quand n — +o00, pour la suppression
d’une quelconque des observations y,,

(v) inversibilité de la matrice (In £,)"(A + by(A_y — N)),

(vi) convergence P, presque-siire vers —Z,, de la quantité

1 A A A
H(ln Ly)" (A =+ by(A_y — N)),
(vii) convergence P, presque-sire vers J,, de la quantité

1 ~ ~ ~ ~
- > b At au(Aw = N (M) 5

le critere CV est équivalent quand n — +oo au critere d’information NIC
In(Ly (V) = tr(Tn Ty,

quantité dont nous savons qu’elle estime, a une constante pres et avec un biais qui tend
vers zéro, l'espérance de la divergence de Kullback-Leibler de P5 a Fp. Ce résultat de
Stone établit que la validation croisée, sous les hypotheses ci-dessus, conduit a choisir
asymptotiquement le modele le plus proche de Py au sens de la divergence de Kullback-
Leibler. L’intérét de la validation croisée par rapport au critere AIC est que I’hypothese
que J,, = I, n’est pas utile.

Si ’on souhaite prouver que pour les modeles de Markov cachés, le critere de valida-
tion croisée conduit également a choisir asymptotiquement le modele le plus proche de P,
au sens de la divergence de Kullback-Leibler (ce qui permet aussi de montrer la consis-
tance de ce critére), on peut envisager d’adaptater la preuve de Stone. Dans le cadre des
modeles de Markov cachés, cette adaptation comporte a priori deux difficultés :



150

1. la prise en compte des dépendances entre variables aléatoires observées, qui fait
que I’équation

In(Ly(\) =Y 1, (\)

n’est plus vérifiée;

2. la vérification d’hypotheses de régularité analogues a celles de Stone pour les
modeles de mélange.

Le probleme de la prise en compte des dépendances pourrait éventuellement étre éliminée
par une validation basée sur la log-vraisemblance marginale au lieu de la log-vraisem-
blance (voir section 3.6). D’autre part, les hypotheses de régularité (i) et (ii) ne sont
pas vérifiées dans le cas de mélanges, ne serait-ce que par invariance de la vraisemblan-
ce et de la divergence de Kullback-Leibler par permutation des états cachés. On peut
contourner ce probleme en considérant la relation d’équivalence d’égalité des parametres
a une permutation pres des états cachés, puis en se placant dans I’espace quotient des
parametres. Mais le probleme, soulevé également dans le cas du critere AIC, lié a ce que
pour certaines lois Py 'EMV risque de n’étre pas asymptotiquement de loi normale, parait
plus profond. Il est lié a la possibilité d’une non identifiabilité du modele. Peut-étre est-il
possible de s’appuyer sur une paramétrisation alternativee, analogue a celle proposée
par Dacunha-Castelle et Gassiat, 1999 [34], permettant de résoudre cette difficulté. La
vérification des autres conditions de régularité peut vraisemblablement s’appuyer sur les
travaux de Mevel, 1997 [92] qui a montré, sous certaines conditions, la consistance et la
normalité asymptotique de I’estimateur de maximum de vraisemblance dans le contexte
des chaines de Markov cachées. Ses résultats s’appuient sur de nombreuses propositions
intermédiaires concernant les propriétés asymptotiques de la vraisemblance et de ses
dérivées et devraient pouvoir étre adaptées a la vérification des hypotheses (iii) a (vii).

Remarquons enfin que, comme nous I’avons vu au début de cette section, la validation
croisée est avant tout justifiée par une estimation empirique du biais résultant d’une
estimation de la déviance par la quantité (3.7). Ses propriétés asymptotiques peuvent
étre étudiées en se basant uniquement sur la définition (3.10), sans faire ’hypothese,
par exemple, que ’'EMV est asymptotiquement normal. Dans cette perspective, on peut
calculer le biais de I'estimateur (3.10), égal a

1

By, 3, (Po(Yo,Y1))] — Y By [ln(Py(Y7))]

i=0
~ ~ 1 ~
Ce biais est essentiellement dii a l'utilisation de la moitié seulement des données pour

estimer le parametre, et tend vers zéro dans le cas ou Y et Y1 sont indépendants. Méme
dans le cas non indépendant, on s’attend a ce que ce biais soit faible en général.

3.4.3 Mise en ceuvre de la validation croisée

Nous avons vu dans la section précédente que la validation croisée repose sur le
principe suivant :
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— choisir au hasard un sous-ensemble A des indices du processus observé et utiliser
la partie y, des données observées y pour identifier le modele — en principe par
calcul de I'estimateur de maximum de vraisemblance A4 ;

— valider le modele a I’aide du reste des données y5 (ou B est le complémentaire de
A dans I'ensemble des indices) par le calcul de P (Y p = yp)-

Dans le contexte des modeles de Markov cachés, deux difficultés apparaissent. La premiere
consiste & calculer, pour un parametre A connu, la probabilité P,(Y g = yz) pour une
sous-partie Yy quelconque des données observées. La deuxieme difficulté concerne 1’esti-
mation des parametres dans un cadre ou des données Yz, observées en principe, ont été
supprimées en réalité.

Suppression réguliere de motifs dans des modeles dynamiques

L’un des principes de la validation croisée est que le sous-échantillon d’apprentissage
est déterminé au hasard, c’est-a-dire indépendamment des valeurs prises par les données
observées. Cependant, les indices définissant ce sous-échantillon peuvent étre choisis de
maniere déterministe. Nous considérons le cas d’'un modele de Markov caché de la famille
D dynamique (i.e. dont la structure est basée sur la répétition d’un motif) et homogene.
Par définition, sa structure est basée sur des répétitions de motifs graphiques identiques.
On choisira alors par exemple de définir ’ensemble d’apprentissage en supprimant un
motif sur deux. Le modele obtenu a une structure de méme nature que le modele d’ori-
gine avec de nouveaux parametres qui se déduisent fonctionnellement des parametres
d’origine. On utilise alors les résultats du chapitre 2 pour estimer les parametres, puis
pour évaluer la vraisemblance sur les données de test.

Cette méthode est illustrée ci-dessous par ’exemple des chaines de Markov cachées.
On montre aisément (voir Celeux et Durand, 2002 [22] ou Durand, 2001 [44]) que si
(Y2)ieq1,... 2n} suit une loi de chaine de Markov cachée & K états de parametres

(m,A,0:,...,0k), alors (Ya41)1<t<n—1 est une chaine de Markov cachée & K états de
parameétres (1, A%, 01,...,0k) et (Yat)1<i<n est une chaine de Markov cachée & K états
de parameétres (A, A%, 01, ... ,0k). La preuve vient de ce qu'une propriété semblable est

vérifiée pour la chaine de Markov sous-jacente (St)te{l,___,gn}. Cette propriété est illustrée
figure 3.3. Dans le cas ol la chaine cachée est stationnaire, il vient 7A = 7 et les deux
processus (& savoir celui des indices pairs et celui des indices impairs) ont méme loi.

Par conséquent, le modele s’identifie aisément par I’algorithme EM (algorithme dit de
Baum-Welch dans le contexte des chaines de Markov cachées), en utilisant uniquement les
données d’indice impair. La vraisemblance du parametre évaluée en les données d’indice
pair se fait par 'algorithme avant-arriéere. On permute ensuite le réle des données d’indice
pair et impair pour implémenter une version particuliere, car déterministe, du demi-é-
chantillonnage. Le temps de calcul d’une itération de 1’algorithme EM est linéaire en n,
de méme pour le calcul de la vraisemblance. Par conséquent, ’estimation des parametres
et le calcul du critere de validation croisée est de complexité équivalente au calcul de
I’EMYV avec la chaine complete.
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Yz i'.i’.Y4_>; @ Processus partiellement
A A observé
(2)

3)

S1 > S, > S5 > Sy Sy Processus caché

(1)
| | | | | .
t=1 t=2 t=3 t=4 t=p P

F1G. 3.3 — Suppression des observations d’indice pair dans une chaine de Markov cachée.
Le processus correspondant aux indices impairs est encore une chaine de Markov cachée :
(1) de méme loi initiale 7; (2) de méme paramétres d’émission (0;)icqu,.. . xy; (3) de
matrice de transition A%. Ceci provient du fait que le processus caché (St)te{l,...,n—l} est
une chaine de Markov de matrice de transition A?.

Inférence dans les modeles de Markov cachés a observations supprimées

Dans le cas ou 'on souhaite implémenter la validation croisée générale (par exemple
parce que le modele considéré est non homogene ou non dynamique), on est amené a
calculer la vraisemblance des parametres d’un modele et a identifier ce modele dans un
contexte ou certaines données en principe observées sont en réalité manquantes. Notons
que ce probleme apparait également dans d’autres contextes, en particulier celui ou la
collecte des données a abouti a la suppression de certaines d’entre elles (voir a ce sujet
lapplication présentée au chapitre 4).

Nous avons vu dans le chapitre 2 que pour tout modele appartenant a la famille D,
il existe des algorithmes efficaces pour le calcul de probabilités et pour I'estimation des
parametres. Dans le cas ou seules les valeurs de variables aléatoires observées Y, a valeurs
discretes sont manquantes, le processus effectivement observé a méme loi qu'un modele
de Markov caché ou un Y, manquant est remplacé par la variable cachée S,. Ce modele
équivalent appartient toujours a la famille D et admet les mémes parametres que la loi
d’origine. Ceci est une propriété remarquable de la famille D et justifie sa définition. On
utilisera alors, pour estimer les parametres et calculer des probabilités, les méthodes du
chapitre 2 au nouveau modele ou les variables manquantes a valeurs discretes Y, sont
remplacées par les variables cachées S,.

Un probleme se pose en réalité dans le cas ou certaines variables aléatoires Y, a
valeurs continues sont, de fait, inobservées. Rappelons que Uy représente I’ensemble des
indices des variables aléatoires observées a valeurs continues. Nous allons donc considérer
le cas ou Obs est une partie de Uy, notre objectif étant alors de maximiser par rapport
a A la vraisemblance définie par

E'!Io(,s ()\) = P/\(YObs = yObs)'

Nous désignons par Man le complémentaire de Obs dans Uy, c’est-a-dire ’ensemble des
indices des variables aléatoires manquantes a valeurs continues.
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Compte tenu de I'existence de données supprimées ou manquantes, il est naturel de
recourir une fois de plus a la méthodologie EM pour estimer les parametres. Comme
nous l’avons vu dans la section 2.3, le cas de modeles non homogenes et celui ou plu-
sieurs réalisations indépendantes du processus observé sont utilisées pour estimer les
parametres, se déduisent facilement du cas homogene avec une seule réalisation du pro-
cessus observé disponible, c’est pourquoi nous nous plagons uniquement dans ce cadre.

Estimation des parametres par EM :
Simplification de I’étape E

Rappelons 'expression (2.10) de la log-vraisemblance complétée pour ces modeles :

In(Le(A) = ZZ Z 9<u) (Yu )]I{zpa(u)_a}

UEUp UEU AEX 5 (y)

+ ZZ Z Zln pazﬂ{wu—lwpa(u)—a}

ueup u€lu acX, pa(u) 1€Xy,

+ 200 2

uEL{W UEU 1EX,

Nous sommes alors conduit a calculer la fonction () définie par
QA ATD) = o0 [In(Py(S, Y)Y 05 = Yops)-
On en déduit expression suivante de Q(\, A1)
QA AT = (3.11)
30D Bra-o[In(Pye (Ya) (s, =aug.¥ yatur=auy }| ¥ 0bs = Yo

w€ly UET acX, pa(u)

+ Z Z Z Z In( pM )Prin-1 (Xy =1, 8,uw) = Gug, Y pau) = Gy |Y 0bs = Yops)

Ueup UEU aEXpa(u) 1EX,

+ Z Z Z In(7 P)\(n 1y (Xu = 1Y 0bs = Youps)-

WEU, UETL 1EX,
L’espérance intervenant dans cette expression peut étre simplifiée dans la mesure ou
E)\(n 1 [ln( 0(“)( u))]I{Spa(u):aus7Ypa(u):a'uy}|Y0b5 = yObS]

= Pyo-0(Spatw) = s, Y patu) = Auy | Y 08s = Yous)
X E)\(ﬂ 1) [ln( 9(“)( u))|Spa.(u) = a’U57 Ypa(u) = a’Zly) YObs = yObs]

Ceci provient de la propriété IE[f(X)Z]| = E[f(X)E[Z|f(X)]] appliquée a I’espérance
conditionnelle IE -1 . |Y obs = Yops) €6 aux variables aléatoires

Z = ln(Pa(u)( )) et f( ) ][{Spa(u):ausaypa(u):auy}'

Nous utilisons ensuite la propriété

Ellixen E[Z|Lxen]) = P(X € A)E[Z|X € 4]
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D’autre part, Y, n’a pas de descendant d’apres les hypotheses caractérisant la famille
D, car cette variable aléatoire est a valeurs continues. Donc Y, est conditionnellement
indépendante de toutes les autres variables aléatoires, sachant {S . = aug } Y L) =
ayy, }+- 11 s’ensuit que

- [In(Pyw) (Ya))[Spaw) = Gus, Y pau) = Guy > Y 0bs = Yous)
== E)\(”I—l) [ln(Pag@)( u))|Spa(u) - auS’ Ypa.(’u) - a’uy]'

A ce point de 1’exposé, la simplification ci-dessus de Iexpression (3.11) conduit a

QA NY) = (3.12)
Z Z Z (Py@ (Yu)) Pror- (Spat) = Aus, Y paw) = Gy | Y 0bs = Yous)

ueL{o u€uNObs a€X, pa(u)

+ Z Z Z |:E)\(”l 1) ln Pagﬂ) (Yu))‘spa(u) = aysg, Ypa(u) — auy]

uEUy wEUNMan a€Xpy(y)

X P,\("I_l) (Spa(u) = auS7 Y a(u) = a’Uy |Yob8 = y0b5)

+ Z Z Z Z lIl pa,z P)\(" 1)( - 7’ ‘S = Qyg, Ypa(u) = aZ/Iy‘YObs = yObs)

AEUp LET AEXpa(y) 1€EX,

+ Z Z Z (™) Pyir (Xu = 1Y 08s = Yops)-

GEU,; UEUL IEX,

Or sachant {S,.w) = aus} N {Y o) = auy } €t sous Pyo-n, Yy suit la loi Py
(nous omettons d’expliciter la dépendance des parameétres vis-a-vis de @ pour snnphﬁer
les notations). Nous sommes donc amenés a calculer Iespérance de In(Py, (Y)) lorsque
Y suit la loi P pn—1- Les détails du calcul, voire la possibilité de 'effectuer, dépendent
de la loi cons1deree mais dans le cas de lois d’émission de la famille exponentielle, nous
obtenons le résultat général ci-dessous. Rappelons que dans ce contexte,

In(Py, (y)) = — In((®a)) + In(b(y)) + '0(Pa)T (y),

ol P, est le parametre inconnu que nous cherchons a réestimer a 1’étape M de I'algorithme
EM et ou Y suit la loi P(D(,H), @51"_1) étant connu a l'itération n de l'algorithme. Par
conséquent,

By [In(Py (YV))| X pau) = @
= —In(a(®a)) + Ero-[In(0(Y))| X ow) = @] + 0(Pa) Exa-v[T(Y)| X o) = al-
La quantité JEu-u[In(b(Y))| X ,.(u) = a] est indépendante de ®, et apparait donc comme

une constante dans I'expression Q(\, )\(”_1)) prise comme une fonction de A. D’autre part,
nous avons vu dans la section 2.3.3 que

E)\(ﬂ—l)[T(Y)|Xpa(u) = a] = (‘D(n_l)'

a
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On obtient donc 'expression suivante de Q(\, A1), dans le cadre de lois de la famille
exponentielle :

QA ATY) = (3.13)
Z Z Z 0(“) yu P)\(n 1) (S ( ) = a’Us) Ypa(u) = auy |Yob8 = y0b5)

UEUy uEUNObs ac X, pa(w)

+> ) D [(In(a(®a)) + Ero-n[In(b(Y))| X ) = a] + 0(2a) 2T V)

uEUp LEUNMan a€ Xy (y)

XP)\(n 1)(5 a(u) — aus,Y a(u) — aUy|YObS = yObs)]

+ Z Z Z Z In( paZ )Pyo-0) ( Xy = 1, Spatw) = Qus, Y pa(n) = @iy |Y 0bs = Yous)

ueup UEU acX, pa(u) 1EXY

+ Z Z Z]n (@ ) )P0 (Xu = 1Y 0bs = Yops)-

GEU, UEU 1EX,

Etape M

De méme que dans la section 2.3.3, on obtient les formules de réestimation suivantes :
pour les lois des sources,

Z P)\(n—l) (Xu = i|YObs = yObs)

ﬁ_(a) __ ucu
! card ()
Pour les probabilités de transition, les formules de réestimation sont
Z P)\(n 1)( — /L S - a’u,ga Ypa(u) = aI/{y |YObS = yObs)
A(ﬁ) _ u€u
wt Z P)\(n—l) (Spa(u) = auS) Ypa(u) = a'Lly ‘YObS = yObs)
UEU

Les formules de réestimation des parametres d’émission sont données par la résolution

de

u€uNObs

Ve, [ D Py (%) Pror 0 (Soatw) = Qs Y pau) = Gusy | Y 06 = yozas)]

+Vo,

Y. ((~1n(a(®a)) +'0(24) 25 ")

ucuNMan

X Pyn-1) (Spa(w) = g, Y patw) = Gy |Y 0bs = Yous)) ] =0,

compte tenu de

v%[ > (Bra-n YY) X uw = a]

ucuNMan

XP)\(ﬂfl)(Spa(u) = a’U57 Ypa(u) = Quy |YObS = yObS))] = 0.
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Or d’apres la section 2.3.3, on a
Vo.[—In(a(0(®a)))] = =Vo,.[0(Pa)]Pa-

De plus,
Va,['0(®a) 00 = Vs, [0(Da)] 0.

On en déduit, si Vg_[0(P,)] est inversible, que ®, vérifie I’équation

Z P)\(n—l)(Spa(u) = Qyg, Ypa(u) = Ay |YObS = yObs)(T(yu) - (ba)

u€anNObs
+ Y Pron(Suw) = Qus, Ypaw) = G | Y 0ns = Youe) (BT — 84) = 0,
uEuNMan

d’ou la formule de réestimation pour les parametres d’émission

) Z P)‘(W*U (Spa(u) = aU57 Ypa(u) = a’uY |YObS = yObs)T(yu)

b — u€unObs
@ Z P)\(‘O—l) (Spa(u) = a’u,ga Ypa(u) = a’uY|YObS - yObs)

(AT
[ Z PA(’?—l)(Spa(U) = Ay, Ypa(u) = Quy ‘YObs = yObs)](I)g’_l)
+ ucuNMan
Z P)\(U—l) (Spa(u) = a’Usa Ypa(’u,) = a’Uy ‘YObS = yObs)
ucu

Nous notons
61(1:’)_1) (a) = P)‘(nfl) (Xpa(u) = a|YOb8 = yObS)
= P)\(ﬂ—l) (Spa(u) = Qyg, YPa(u) = Quy |Y0b8 - yObS)

puis donnons, a titre d’illustration, les formules de réestimation dans le cas gaussien :

> & @t Y €@l

~ __ u€unObs ucuNMan

fe ™ S €07 ()

ucu

et
Y (@) (Y — fra) (Y — fla)

u€anNObs
> £V (a)

ucy

[ Y & @B Y Y = a) (8 — fa)]

wETGNMan
> &V (a)

UEU

IS

+

On remarque, d’apres les formules de réestimation des lois des sources et des proba-
bilités de transition, que 'interprétation a posteriori de ’algorithme EM donnée dans la
section 2.3.4 est encore valide dans le contexte de la suppression de données observées a
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valeurs continues. On constate en effet que dans les formules de réestimation ci-dessus,
les variables aléatoires manquantes sont remplacées par leur espérance conditionnelle
sachant les données observées. Cependant, ’algorithme EM ne consiste pas, en général,
a remplacer les données manquantes par leur espérance conditionnelle. Ainsi, dans le cas
particulier gaussien, méme si les y, manquants sont remplacés par ,ugn_l) pour estimer
llq, Une interprétation analogue n’est pas possible pour la formule de réestimation de
Ya. En effet, la substitution d’un y, par son espérance, dans le cas ol cette donnée est
supprimée, a pour effet de réduire la variance estimée. Ceci est compensé par I'ajout du
terme Eg’_l). Néanmoins, dans le cas particulier de lois d’émission de la famille expo-
nentielle, rappelons que Y est I'espérance de T'(Y,) quand Y, suit la loi Pyon-1. Si
les (®g)q sont utilisés pour paramétrer le modele, alors la formule de réestimation de
®, correspond a l'estimateur du maximum de vraisemblance ou les variables aléatoires
manquantes sont remplacées par leur espérance conditionnelle sachant les variables ob-
servées et on retrouve l'interprétation a posteriori des formules de réestimation donnée
au chapitre 2.3.4.

Etape E et calcul de probabilités

De méme qu’en section 2.3.3, les probabilités conditionnelles qui interviennent dans
I’étape E sont des produits d’indicatrices concernant les variables aléatoires observées
Y oss et des probabilités conditionnelles, sachant Y o5 = y;,, de variables manquantes
appartenant a {u}Upa(u) (qu’il s’agisse d’états cachés S, ou de variables observées mais
supprimées Y,). Or d’apres la proposition 1, pour tout sommet u € U, il existe une clique
C de l'arbre de jonction contenant {u}Upa(u). Il suffit donc de savoir calculer

P(SC = 8¢, YCﬂMcm = yCﬂMan|YObs = yObs)

pour toutes les cliques C de I'arbre de jonction pour pouvoir implémenter I’étape E.

Dans ce qui suit, nous supposons A fixé et connu et nous notons P = P,. Comme dans
la section 2.4, nous supposons également fixée la valeur y,, du processus Y g;s. Nous
allons alors adapter 1’algorithme arriere-avant des sections 2.4.2 et 2.4.3 pour permettre
le calcul des probabilités requises pour I’étape E. L’adaptation repose essentiellement sur
le fait que dans les modeles de la famille D, les sommets u de Uy (c’est-a-dire les variables
aléatoires observées Y, a valeurs continues) sont des puits et appartiennent & exactement
une clique. Nous verrons que 1’algorithme arriere-avant consiste a remplacer Pampa(u) (Yu)
par la valeur un lorsque Y, est supprimée. Le modele Py, est alors identique au modele
Py ou les sommets de Y 574, sont supprimés du graphe d’indépendance conditionnelle.
Le fait que les sommets de Uy soient des puits découle tout simplement du fait qu’ils
n’admettent que des arcs entrants. L’autre propriété, prouvée ci-dessous, établit qu’un
sommet u de Uy appartient a une unique clique C de 'arbre de jonction.

Proposition 10 Soit v € Uy un sommet du graphe G d’indépendance conditionnelle.
Alors il existe une unique clique C de l’arbre de jonction contenant u.

Démonstration

L’existence d’une clique contenant u est immeédiate, elle tient au fait que u
admet au moins un parent v, ensemble {u;v} engendrant un graphe com-
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plet.

L’unicité de cette clique se montre en considérant deux cliques C et C' conte-
nant u. Soit v un sommet de C et v' un sommet de C'. Alors v et u sont dans
C donc ces sommets sont adjacents. Comme u € Uy, u n’admet aucun arc
sortant : on en déduit v — u. De méme, v — u. Comme le graphe G est
moral, il vient v <> v'. On en déduit que le graphe engendré par C U C' est
complet. Par maximalité de C et de C’, ceci n’est possible que si C = C'.

En conclusion, v appartient a une unique clique C.

Nous avons annoncé ci-dessus qu’il suffit de savoir calculer les probabilités

P(Sc = 8¢, Y cnman = yCﬂMan‘YObS = yObs)

pour implémenter ’étape E. D’apres la proposition 10, I’ensemble C N Man contient en
fait un seul élément Y, au plus. De plus, vu qu’un tel Y, appartient a une seule clique,
Y, n’appartient a aucun séparateur de cliques.

Notre algorithme arriere-avant pour les variables manquantes a valeurs continues
repose sur le travail effectué dans les sections 2.4.2 et 2.4.3, mais en considérant que
les Y, pour u € U, sont des variables aléatoires cachées. En pratique, on utiliserait
un algorithme basé sur la décomposition des probabilités de lissage P(X, = z,|Y ops =
Yows ), Similaire & celui de la section 2.4.5. Cependant, pour éviter des complications dans
les notations et pour pouvoir nous focaliser sur le probleme de suppression des variables
aléatoires a valeurs continues, et lui seul, nous commencons par présenter une méthode
de décomposition des probabilités jointes P(X, = Ty, Y 0bs = Yops)-

L’algorithme arriere-avant du chapitre 2 repose, pour chaque arc a de I’arbre de jonc-
tion, sur des quantités notées 3, et &,, calculées de manidre inductive : nous redéfinissons
donc ces quantités de maniére a prendre en compte les Y, supprimés. Les formules d’ini-
tialisation, de propagation et de terminaison faisaient intervenir, dans le chapitre 2, des
sommes sur toutes les valeurs possibles des états cachés. Les formules ci-dessous feront
donc intervenir, en plus de ces sommes, des intégrales sur toutes les valeurs possibles des
variables observées supprimées. Nous montrerons que ces intégrales se calculent en fait
tres simplement. Nous conservons les notations du chapitre 2; en particulier Cy désigne
la racine de I'arbre de jonction. Rappelons qu’il s’agit d’une clique égale a son graphe
ancestral.

Phase arriére

La phase arriére est un parcours de graphe qui part des feuilles de I’arbre des cliques
et remonte jusqu’a la racine Cy, parcourant ainsi les arcs de I'arbre en sens contraire de
leur orientation. Elle permet le calcul de la vraisemblance P(Y ogps = Yops) €t également
le calcul de certaines probabilités notées Ba(y,CmObs, xg,) et définies par

P(YICmObs = ylcanObs|Y8aﬂM¢m = Ys.nMan> YsaﬂObs = Ys.n0bs» Ssa = Ssa)

ol a est un arc de l'arbre de jonction 7, avec a = (C;,C;). Rappelons que dans notre
contexte, les données observées sont fixées et égales a y;,. Les seules variables observées
supprimées appartiennent a Uy, et donc n’appartiennent a aucun séparateur de cliques
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d’aprés la propriété 10. Donc 8§, N Man = () et 8§, N Obs = §,, la définition de Ba se
résumant a 5

ﬂa(ssa) = P(YKaﬁObS = leg,ﬂObs|Y8a = ysa7 Ssa = Ssa)'
La dépendance de 6(1(85&) vis-a-vis de Yy, n’étant pas importante dans le cadre de notre
étude, nous n’en tenons pas compte dans les notations.

Initialisation de la phase arriére

La phase arriére est initialisée en les arcs a = (C;,C;) de Parbre de jonction, C; étant
une clique feuille, par le calcul des quantités

/Ba(SSa) = P(Y(CjﬂObs)\Sa = y(chObs)\ga‘Xga = wga).

Dans le cas ou C; ne contient aucune variable aléatoire supprimée Y,, a valeurs continues,
la formule d’initialisation demeure ’expression (2.24). Dans le cas contraire, C; contient
exactement une variable aléatoire supprimée a valeurs continues, notée Y,. La quantité
Ba(ss,) s'obtient alors & partir de la loi

P(ch\sa =Yc\8.0 Scj\sa = Scj\sa|X3a = mga),

donnée par les équations (2.22) ou (2.23), par sommation sur toutes les valeurs de sc,\s,
dans Sc;\s, et par intégration sur y,. L’intégration se fait suivant le méme principe
que dans la remarque 2.13, ¢’est-a-dire en remplacant Pﬁ’mpa(u) (yu) par la valeur un. Ceci

provient du fait que y, intervient uniquement a travers P ( )(yu) dans les expressions
pa(u

(2.22) et (2.23). En définitive, f,(ss,) est donné par ’expression (2.24) ou L. (Yu) est

remplacé par la valeur un si Y, est une variable aléatoire supprimée a valeurs continues.

Propagation dans la phase arriere

Soit un arc a = (C;,C;) de l'arbre de jonction. Par définition de la phase arriere,
les quantités ﬂ% (Ssa ) sont supposées connues pour tous les arcs a;, incidents a C;
autres que l'arc a (qu1 est le seul menant vers Cy) et pour toutes les valeurs possibles de
ss,, € Ss,, - Le but de la propagation est de calculer Ba(ss,) & partir des ,Ba] (Ssa )

La formule (2.19)

e

380, Z P YC \Sa ycj\sa7 SHa = sHa |X80» = wsa) H Bajl (Ssajl )’
l

S'HG

reste valable puisque H, = | S% \ 8, est 'ensemble des variables aléatoires de C; étant

présentes dans au moins I'une des cliques C; mais pas dans C;. L’ensemble H, ne peut
donc contenir de variable aléatoire Y, a valeurs continues, car ces dernieres ne peuvent
appartenir & aucun séparateur de cliques (voir proposition 10). Cependant, en général,
la loi conditionnelle

P(YC]\SU' - yC]‘\Sa’ SHU» = sHa|Xsa = mSa,)



160

ne peut étre obtenue que par sommation (ou intégration, dans le cas de variables conti-
nues), de la loi conditionnelle

P(ch\ga = ij\&ﬂ Scj\ga = Scj\ga |X8a = wsa) (314)

qui est donnée en fonction des parametres par la formule (2.22) ou la formule (2.23).
Dans le cas oli C; contient une variable aléatoire supprimée Y, a valeurs continues,
nous sommes donc amenés a intégrer la quantité

Y P(Xceps, = s, | Xs, = ws,) [ | B, (554,
l

3Cj\5a

par rapport a y,. L’intégration se fait en remarquant que les quantités (Bajl (ssaj )); sont
i

algébriquement indépendantes de y,. Seule la quantité (3.14) dépend de y,, a travers
Pgmpa(u) (y) uniquement. D’aprés la remarque 2.13, 'intégration se fait en remplacant
(yu) par la valeur un. Compte tenu de ce qui précede, I’équation de propagation est

O pau) : , , L . X -
donc, dans le cas ou C; contient une variable aléatoire supprimée Y, a valeurs continues :

a(ss,) = D Hﬁa” 85a,, / (Xcp\s. = Tep\sa| X5, = Ts,) dYu ; (3.15)

8¢j\sa Yu

dans le cas contraire, il s’agit de I’équation usuelle (2.20).
Terminaison

La vraisemblance de \ est obtenue lorsque tous les arcs de ’arbre de jonction ont été
parcourus. Nous notons a4, ... ,a; les arcs incidents a Cy dans I’arbre de jonction. Par un
raisonnement analogue & celui utilisé pour la propagation et d’apres I’équation (2.25),
la vraisemblance est donnée, dans le cas ou Cy contient une variable aléatoire supprimée
Y, a valeurs continues, par

P(Yobs =Yops) = Hﬂa, 88, / (Xeo = Tcy) dyu ; (3.16)

8¢ ESCO Vu

et dans le cas contraire, par 1’équation (2.25). Rappelons que dans les deux cas, la loi
jointe de X, est

P(X¢, = zc,) = [ [ P(XP|X5Y, ..., x87Y),

0 0|x(0 = 50 Xé’ D _ 0

x T ) sont
données par les parametres du modéle, vu que pa(X (i )) {X .6 (Z R } De plus,
dans I’équation (3.16), I'intégration se fait en remplagant Pampa(u) (yu) par la valeur un.

ou pour tout i, les probabilités P (X
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Phase avant

La phase avant est un parcours de graphe qui part de Cy et descend jusqu’aux feuilles
de I'arbre des cliques, parcourant ainsi les arcs de cet arbre dans le méme sens que leur
orientation. Son but est le calcul, pour chaque clique C, des probabilités

P(SC = 8¢, YCﬂMan = yCﬂMan‘YObS = yObs)

intervenant dans 1’algorithme EM de la section courante 3.4.3. Elle utilise les probabilités
&, définies comme suit : soit a un arc de ’arbre de jonction T, avec a = (C;,C;), la clique
C; étant donc située sur le chemin entre Cy et C; dans ’arbre de jonction. La fonction é,
est définie par

d’a(SSa) = P(chngbs = Yxenobss Ys, = Ys,> Ss, = Ssa)

pour 8g, € Ss,. De méme que pour la définition des quantités Ba(s&l), les variables
aléatoires du processus Y'g, sont supposées étre toutes observées. En outre, la phase
avant utilise des quantités calculées dans la phase arriere et doit donc étre effectuée apres
celle-ci (voir 'équation (3.18) et aussi la remarque 2.17 concernant le cas particulier des
chaines de Markov cachées).

La phase avant est initialisée comme suit : soit a = (Cp, C;) un arc incident a Cy. On
note (a;,); les autres arcs incidents a Cy. Par définition, la quantité &,(ss,) est initialisée
en calculant la probabilité P(Y xsnobs = Yxenopss Xs. = Ts,). Celle-ci se déduit des
probabilités conditionnelles (P (Y’Cajl = YK, | X Saj, = Tsa;, )1, suivant un raisonnement

analogue & celui aboutissant & la formule d’initialisation (2.26) de la section 2.4.3 et
la formule (3.16) ci-dessus pour le calcul de la vraisemblance. Ainsi, dans le cas ou Cy
contient une variable aléatoire supprimée Y, a valeurs continues,

da(ss,) = > |15, (Ssajl)/P(Xco = Z¢,) AYu (3.17)

8Co\8a Yu
ol l'intégrale

/ P(Xe, = we,) dya
Yu

a déja été calculée dans I’étape terminale de la phase arriére (rappelons qu'il suffit de
remplacer Py, - (y) par la valeur un). Dans le cas ou Cy ne contient pas de variable
aléatoire supprimée a valeurs continues, I’équation (2.26) reste valide pour I'initialisation
de @,(ss,)-

La propagation dans la phase avant se fait en considérant chaque arc a = (C;,C;) de
I’arbre des cliques. On note a;, I’arc incident a C; qui intervient dans le chemin entre C
et C; dans I'arbre de jonction et (a;,); les autres arcs, différents de a et incidents a C;. Le
raisonnement précédent est aisément adapté pour obtenir une équation de propagation
analogue & la formule (2.27). Ainsi, ’équation de propagation dans la phase avant, dans
le cas ou C; contient une variable aléatoire supprimée Y, a valeurs continues, est la
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suivante :
a,(ss,) = (3.18)
> aiglss,, ) [ ] Ba (5., ) / P(Xcns,,, = Teosa, | Xs,, = ®s,, ) dyu ;
8C;\8qa L Vu

dans le cas contraire, il s’agit de 1'équation usuelle (2.27). L’équation (3.18) provient du
fait que les quantités (5, (ssail ) et 6410(33%0) sont algébriquement indépendantes de y,,.
Seule la quantité

P(Xcps,,, = Teasa, | X,

o = Tsa,)

dépend de y,, a travers Pampa(u) (y,) uniquement, c’est pourquoi d’apres la remarque 2.13,
il suffit de remplacer Py, (y,) par la valeur un dans I'expression de la loi conditionnelle
de X Ci\8a,, POUL calculer I'intégrale ci-dessus.

Calcul des probabilités intervenant dans I’étape E

Rappelons qu’il suffit de connaitre les probabilités

P(Sc = s¢, Ycnman = Yenmran!Y 0bs = Yous)

pour pouvoir implémenter ’étape E de I’algorithme EM. L’algorithme ci-dessus permet
en fait de calculer une probabilité jointe au lieu d’une probabilité conditionnelle. Le
calcul peut se baser sur une décomposition directe de cette probabilité jointe, inspirée
de l’équation (2.28), de maniére & obtenir (en utilisant les mémes notations que pour la
propagation dans l’algorithme avant)

P(‘S'Cz = 8¢, YCiﬂMan = yCiﬂMan’ YObs = yObs) =
P(Xci\saio = wci\saio |X8ai0 = ws“io )&aio (SSaiO )ﬁa(ssa) H ﬁail (SSail ) (319)
!

La vraisemblance P(Y ops = Yop,) étant calculée par 1’équation (3.16), on en déduit les
probabilités conditionnelles voulues.

Notons qu’en pratique, comme le montrent les formules de réestimation, on a besoin
de connaitre également, pour certains sommets u, les probabilités P(X () = a|Y 0ps =
Yous), OU les variables aléatoires X ., appartiennent & une méme clique C; et ou les
variables aléatoires Y ) sont a valeurs discretes. Cette probabilité se déduit de

P(‘S'CZ = 8¢;) YCiﬂth = yCiﬂMan‘YObS = yObs)

par sommation sur les variables discretes de X¢;\,.(u) €t par intégration sur les variables
continues de ce méme processus. Par la proposition 10, X¢;\,.,) contient au plus une
variable aléatoire a valeurs continues; dans ce cas nous la notons Y,. Nous sommes alors
amenés a calculer

/P(Sci = 8¢;, Y e;nMan = Ye,nMans Y obs = yObs) dy, =
2

&aio (88“1'0 )/éa(ssa) H Igail (SS“il) /P(Xcl\salo = mci\saio |X8a- = wSaiO) dy'u ’
l

20
Yo
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car les quantités &, (ss,. ), Ba(ss,) et (B% (8s,. )1, de méme que précédemment, ne
10 7/1
dépendent pas de y,. L’intégrale

/ P(Xens,, = Teosa, | Xs,, = s, ) dyo,
s

d’aprés la remarque 2.13, se calcule en remplacant Pewpa(u) (y») par la valeur un dans
I’expression de la loi conditionnelle de X Ci\ay, -

Remarque 3.3 1l est possible de justifier l’algorithme arriére-avant ci-dessus de maniere
légerement différente, en se basant sur ’équation (2.28). A partir de la probabilité
P(Sc, = s¢;, Y =1y), on calcule alors

P(Scz = 8¢, YciﬂMan =Yc,nMan> YObS = yObs) = / P(’S’Cz = 8¢;» Y = y) dyM(m\Ci'

yMan\Ci

i
aléatoires a valeurs continues, et en utilisant la factorisation (2.28) de
P(Sc, = s¢c,, Y =1y), on est amené, par le théoréme de Fubini, a intégrer séparément
les quantités

En observant que les ensembles Iigio, C; et (Kq, )i définissent une partition des variables

P(Y’C‘C’io = y’CziO . Ygaio = ys% . Ss’lio = SS%’O)

et
P(Y’Cb = leb|Y3b = y8b7 SS], - 331,)7

pour chaque arc b dans {a} U {a; }i. On en déduit un algorithme arriere-avant ot les
nouvelles quantités arriere B, sont les intégrales des quantités arriere définies dans la
section 2.4.2 et ou les nouvelles quantités avant &, sont les intégrales des quantités
avant définies dans la section 2.4.3. Cet algorithme est exactement ’algorithme présenté
ci-dessus, mais présenté en adoptant un point de vue différent.

Application aux chaines de Markov cachées

L’application des résultats précédents aux chaines de Markov cachées conduit a ’al-
gorithme avant-arriere ci-dessous. On suppose que la chaine est de longueur n mais que
seules les variables aléatoires (Y;)icops sont observées, avec Obs C {1,...,n}. La phase
avant qui, rappelons-le, peut dans ce cas particulier étre exécutée avant la phase arriere,
est basée sur les quantités

&t(]) :P( ﬂ {Yu:yu}m{st:j})'

1<u<t
u€Obs

Ces quantités sont initialisées par

G (j) = { ;fo; (ys) sit € Obs ;

7; sinon.
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La propagation dans la phase avant est donnée par

K

> ajkdi(j) fo, (yer1) sit € Obs ;
Qpy1(k) = K
>~ ajru(j) sinon.
j=1

La phase arritre est basée sur les quantités 5, (7), égales a

Bt(]) = P( ﬂ {Yu = yu}|St = .7)
t<u<n
u€Obs

Elle est initialisée par Bn(z) =1 et la propagation se fait suivant la récursion

K ~
406) I;lajkﬁm(k)fak (ys11) sit € Obs ;
Be(g) = K

K ~
Z ajk,BtH (k) sinon.
k=1

On constate donc que les formules d’initialisation et de propagation dans les phases avant
et arriere correspondent aux formules usuelles (2.37) et (2.36) ou les quantités fy, (v.),
lorsqu’elles sont inconnues, sont remplacées par la valeur un. Ceci coincide avec le résultat
annoncé au début de la partie concernant I’étape E et le calcul de probabilités dans les
modeles a observations supprimées. De plus, ces formules aménent des commentaires qui
se généralisent a tous les modeles de la famille D.

Tout d’abord, on constate que dans le cas ol Y; est supprimée, Y; 1 et Y;,; étant
observées, les quantités (éyy1(k))x sont obtenues en fonction des (é;—1(l)); par

G (k) = Zajk Za'lj&tfl(l)fﬂk (Y1) = Z [Z aljajk] &1(1) fo, (Yes1)-

l

On voit donc apparaitre les coefficients de la matrice A2. Ceci est 1ié au fait que pour
une chaine de Markov S, la transition entre S;_; et S,,; est régie par la matrice A2
On montre aisément par récurrence que si un nombre n’ de données consécutives est
supprimé entre deux observations, la quantité avant concernant la deuxieme observation
fait intervenir la matrice A" *'. Ceci est illustré sur la figure 3.4 ci-dessous. La méme
interprétation est valable pour la phase arriere de 1’algorithme.

Rappelons que d’autre part, G désigne la structure d’une chaine de Markov cachée
et A ses parametres. On constate alors que Ypps a méme loi que le modele graphique de
parametres A défini par le graphe G privé des sommets Y ., et des arcs incidents a ces
sommets.

Conclusion sur le calcul de probabilités

Notre algorithme arriere-avant permet donc le calcul de la vraisemblance et des quan-
tités intervenant dans 1’étape E de I'algorithme EM, dans le cas de données observées
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Y2 Y3 @ @ Processus partiellement

A A observé
43
S1 > Sy > S, > Sy S, Processus caché
| temps
t=1 t=2 t=3 t=4 t=n

Fi1G. 3.4 — Suppression d’observations quelconques dans une chaine de Markov cachée.

Dans le cas ou les variables aléatoires observées Y11 a Yiin sont supprimées, [’algo-
. ~ « o~ i . . , .

rithme avant passe de ¢y @ Gyypy1 en calculant A" 1. Ceci est illustré ci-dessus pour
!

n = 2.

supprimées. Ceci permet essentiellement I'implémentation de la validation croisée et 1'es-
timation de parameétres quand la collecte des données n’a pas permis d’obtenir y dans
sa totalité. De plus, le probleme général du calcul de probabilités énoncé dans la section
1.4 est a présent totalement résolu pour les modeles de la famille D. Autrement dit, le
calcul des probabilités conditionnelles P(X 4 = £ 4| X g = x ) est possible pour tous les
sous-ensembles A et B des sommets du graphe G et pour toutes les valeurs possibles de
x4 dans X4 et de £ dans Xg.

L’algorithme arriere-avant dans le cas d’observations supprimées est rendu possible
par le fait que dans la famille D, il n’existe pas d’arc entre variables aléatoires a va-
leurs continues. Les conséquences en sont multiples et donnent lieu aux interprétations
suivantes de ce nouvel algorithme :

1. la prise en compte des Y, non observés a valeurs continues se fait simplement en
remplacant Py, (y,) par la valeur un dans I’algorithme arriére-avant des sections
2.4.2 et 2.4.3. Les Y,, supprimés a valeurs discretes n’ayant pas d’arc sortant sont
également traités de cette maniere, c’est-a-dire en posant pg,, = 1 (voir le point
2). En revanche, les autres Y, a valeurs discretes ayant été supprimés sont traités
comme des états cachés S, ;

2. la non observation de sommets Man C U correspondant a des variables aléatoires
puits, i.e. sans arc sortant, aboutit a une loi Py y,, égale a la loi P, y+ associée au
modele graphique G privé des sommets X 574, €t des arcs incidents a ces sommets.
Ceci n’est pas vrai pour les sommets autres que les puits : dans une chaine de
Markov cachée, le processus S est non observé. Pour autant, le modele graphique
obtenu en supprimant, dans la figure 3.4, les variables cachées, ne conduit pas a
la méme loi pour Y. Une conséquence de cette propriété est que les états cachés
puits sont inutiles dans les modeles de la famille D et peuvent étre ignorés;

3. le fait que certaines variables aléatoires puits Y, soient supprimées conduit, pour
les variables Y5, a calculer des produits entre tenseurs de transitions p associés
aux variables supprimées.
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D’autre part, pour les raisons détaillées dans la section 2.4.5, les quantités 3, tendent
vers zéro lorsque ’arc a de ’arbre de jonction se rapproche de la clique racine Cy. Dans le
cas ou le nombre de données observées Yo, tend vers l'infini, des limitations numériques
surviennent lors de I’exécution de ’algorithme. C’est pourquoi on utilisera un algorithme
arriere-avant basé sur des probabilités de type “lissage” en remplacant Py, (y,) par la
valeur un pour les Y, manquants a valeurs continues, dans l’algorithme de la section
2.4.5. L’algorithme du MAP pour la restauration des données cachées de la section 2.5
s’adapte de la méme maniére que ci-dessus, c¢’est-a-dire en remplacant Py, (y,) par la
valeur un pour les Y, manquants & valeurs continues.

3.5 Critere d’information bayésienne BIC

L’approche bayésienne consiste a sélectionner le modele le plus probable sachant
les observations. On suppose qu’il y a M modeles en compétition, formant I’ensemble
{Mp}meqt,... my- Le modele inconnu M est une variable aléatoire dont la loi est ca-
ractérisée par (P(M = Mm))me{l,___,M}. Le modele sélectionné est celui maximisant
PM = M,|Y = y), cette probabilité étant déduite, par le théoreme de Bayes, de
P(M = M,,) et de la vraisemblance intégrée

P(Y =yM=M,) = /P(Y = U, A = Al M = M) dAn

Am

= /P(Y = y‘)‘m = )‘maM = Mm)P(Am = )\m‘M = Mm) d\n, (320)

Am

ot P(Y = y|A\p = A, M = M,,) est la vraisemblance £, a1, (An,) sous le modele M,,,,
ol P(Ap, = Ap|M = M,,) est la loi a priori de A, sous M, et ou A, est 'espace des
paramdtres sous M,,. Par la suite, nous supposerons que P(M = M,,) = - : compa-
rer les probabilités P(M = M,,|Y = y) revient alors & comparer les vraisemblances

intégrées P(Y = y|M = M,,).
Facteurs de Bayes et critere BIC

Pour les modeles de Markov cachés — comme d’ailleurs pour la plupart des autres
modeles — la vraisemblance intégrée ne peut étre calculée directement. On peut alors I’ap-
proximer de maniere asymptotique par la méthode de Laplace. La présentation ci-dessous
de différentes variantes pour I’approximation de la vraisemblance intégrée s’inspire de
Kass et Raftery, 1995 [69].

L’emploi de la méthode de Laplace est basé sur ’hypothese que la loi conditionnelle
PA = \Y =y, M = M) (cette probabilité étant proportionnelle & L, p(A)P(A =
A M = M)), est concentrée autour de son maximum A qui est le MAP. Cette hypothese
est en général vérifiée si £, (A) est concentrée autour de son maximum A, ce qui est le cas
quand n tend vers U'infini. De plus, en faisant I’hypotheése que la loi a priori P(A = ))
est centrée asymptotiquement sur une valeur proche de \, on assure une approxima-
tion plus précise. On pose alors Iy pm(A) = log(Ly m(A)P(A = AIM = M)). Par un
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développement limité a l'ordre deux de l~y7 m autour de X et en considérant 'exponen-
tielle de ce développement limité, on obtient une approximation de l~y, Mm(A) ayant la
forme d’une densité normale de moyenne A et de matrice de covariance ¥ définie par
I'inverse de la hessienne de l~y Mm(A) en A = A Intégrer cette approximation — ou plus
rigoureusement, appliquer la méthode de Laplace a I’'intégrale

= / P(A = AlM = M) exp {—n [=n " log(Ly (V)] } dA

— conduit a ’approximation suivante
I~ (27)2 |2 Ly (M) P(A = A|M = M)

ol d est la dimension de A. Sous des conditions de régularité données par Kass, Tierney
et Kadane, 1990 [70], I’erreur relative commise est O(n1).

Il est également possible d’effectuer un développement limité a ’ordre deux de l~y, M
autour de \ pour obtenir

I =0 SPEL NP =M= M) (3.21)

ol ¥ est encore obtenue & partir de la hessienne de ZNy, Mm(N), évaluée cette fois en \ = A
L’erreur relative est une fois de plus d’ordre O(n™), i.e. I =I(1+O(n')). La matrice
¥, en général inconnue, est approchée par l'inverse de la matrice d’information de Fisher
Ty, ou g est la limite de la suite (5\,2)", supposée unique. Si I’on suppose qu’il existe une
“vraie” valeur du parametre, celle-ci vaut \g. L’approximation de )y par Z, ! est justifiée
par le théoreme de la limite centrale. L’erreur relative d’approximation qui en résulte
est plus importante (3 savoir O(n~2)) mais reste en général suffisamment faible pour la
sélection de modeles.

La sélection de modeles peut se faire par 'utilisation des facteurs de Bayes, définis
par le rapport des vraisemblances intégrées d’'un modele M, et d'un modele de référence
M, SOit

_ P(Y =yM=M,)
e PY = ylM = My,
Si le facteur de Bayes est plus grand que un, le modele M,, est le plus probable sachant
les données observées.

En pratique, on approxime le logarithme du facteur de Bayes en utilisant ’expression
(3.21). Si les termes indépendants de n sont ignorés, on obtient une approximation égale
au critere ci-dessous, dii & Schwarz, 1978 [107] :

1

Sm = I0(Ly py (M) = I0(Lyp6(Mo)) = 5 (A = dino) In(n), (3.22)

ou d, est la dimension de A,,. L’expression (3.22) est la différence entre deux quantités
de la forme In(Ly r4(A)) — ¢ In(n). Comparer I'approximation du logarithme du facteur de
Bayes revient donc a comparer le critere BIC (Bayesian Information Criterion) associé
a chaque modele M, et défini par

BIC(Mpn) = In(Ly p,, (Am)) — = In(n),
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puis a sélectionner le modele maximisant ce critere. Le critere BIC peut étre vu comme
une approximation d’ordre O(1) de la log-vraisemblance intégrée. L’approximation de
cette derniere basée sur I’équation (3.21) fait intervenir la probabilité a priori P(\,, =
AM = M,,), indépendante de n. Par conséquent, ce terme est absorbé dans le résidu
O(1) et le choix explicite de cette loi n’est pas nécessaire. Ceci explique I'utilisation du
critere BIC, d’origine bayésienne, dans un cadre non bayésien.

D’autre part, contrairement a ’approximation (3.21), 'erreur relative commise dans
(3.22), due a l'approximation de In(P(Y = y|M = M,,)) par BIC(M,,), est d’ordre
O(1), puisque le terme constant

gln(27r) - %ln(|I)\0|) +In(P(Am = AIM = M,,)) (3.23)

est ignoré. Par conséquent, le critere de Schwarz ne tend pas vers le logarithme du
facteur de Bayes en général. Cependant, 1’erreur reste bornée, ce qui suffit a montrer la
consistance du critere de Schwarz sous des conditions assez générales. Etant donné que

S — In(Biymo) .0
ln(Bm,mO) n—H-oo{ ’

le critere de Schwarz S, peut étre vu comme une approximation grossiere du logarithme
du facteur de Bayes.

Cependant, dans ’approximation de la log-vraisemblance intégrée par le BIC, la
précision peut étre améliorée par un choix particulier de la loi a priori : le choix de la
loi N'(Xo,Zy,') assure la convergence vers zéro du terme (3.23), & une vitesse O(n 2).
Comme I'approximation de In(£, a()) par In(£, a(\)) est également d’ordre O(n~z),
le BIC est une approximation O(n"2) de la log-vraisemblance intégrée. Le choix de la
loi a priori N (g, I;OI) revient a faire I’hypothése que la quantité d’information apportée
par cette loi est égale a la quantité d’information pour une observation (voir Kass et
Wasserman, 1995 [71], pour le détail sur une telle utilisation de BIC, dans le cas de tests
d’hypotheses basés sur les facteurs de Bayes pour des modeles emboités).

Notons que lorsqu’une approximation de la log-vraisemblance intégrée plus précise
que O(1) est souhaitée, se pose le probléme du choix de la pénalité. Considérons en effet
un échantillon de n vecteurs gaussiens de IRP dont les coordonnées sont indépendantes.
Les coordonnées ont méme loi qu'un échantillon gaussien de taille pn a valeurs dans
IR. La pénalité intervenant dans BIC doit-elle étre en In(pn) ou en In(n)? En réalité,
d’aprés Kass et Wasserman, 1995 [71], n représente, dans la définition de BIC, le taux
de croissance de la hessienne de la log-vraisemblance. Dans le cas d’un échantillon, n
devient le nombre de valeurs contribuant a la somme apparaissant dans la formule de
la hessienne. Ainsi, dans le cas gaussien multivarié, la pénalité est In(pn). De la méme
maniere, dans le cas de R réplications indépendantes de chaines de Markov cachées, on
est amené a étudier précisément la contribution de chaque donnée a la croissance de la
hessienne. D’apres la proposition 5.3 de Mevel, 1997 [92], qui étudie le comportement
asymptotique de la hessienne de la log-vraisemblance dans le cas d’une seule réalisation
de chaine de Markov cachée, la croissance est linéaire en n sous certaines hypotheses.
Dans le cas de R réplications indépendantes, la pénalité & considérer est donc In(Rn). 11
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serait intéressant d’étudier 'extension de ces résultats aux modeéles de la famille D.
Utilisation du critere BIC pour le choix du nombre d’états cachés

La méthode de Laplace permettant ’approximation par BIC de la vraisemblance
intégrée est valide sous des conditions données dans Kass, Tierney et Kadane, 1990 [70] et
appelées par les auteurs Laplace-régularité du modele. Ces conditions portent sur I'iden-
tifiabilité du modele, la consistance de '’EMV et aussi sur des conditions de régularité de
la vraisemblance qui concernent sa dérivée sixieme, ce qui est particulierement pénible
a vérifier pour des modeles de chaines de Markov cachées (la thése de Mevel porte sur
Pétude de la dérivée seconde et les calculs sont déja ardus). La présence de dépendances
et d’états cachés complique donc la vérification de la Laplace-régularité des modeles de
Markov cachés.

D’autre part, le critere BIC est couramment utilisé pour la sélection de modeles de
Markov cachés (voir Geiger et al., 2001 [58]). Cependant, dans le contexte du choix du
nombre d’états cachés, la justification du BIC donnée ci-dessus se heurte une fois de
plus au probléeme de non normalité asymptotique de 'EMYV sous la vraie loi de Y (voir
sections 3.3 et 3.4.1). Toutefois, il est parfois possible de montrer que le critere BIC
est consistant sans avoir a vérifier la validité de 'approximation de Laplace, mais en
adoptant un autre point de vue (voir section 3.6).

3.6 Criteres de vraisemblance marginale pénalisée

Nous avons vu dans la section 3.4.1 qu’un estimateur empirique naturel de la di-
vergence de Kullback-Leibler de Py a P, est la log-vraisemblance marginale (3.3), notée
In(£,()\)). De plus, la valeur de A maximisant In(L,()\)) est un estimateur naturel du pa-
rametre )\ réalisant le minimum de KL(P,, Py) sur M(G,S,P) (voir également Akaike,
1973 [3]). Ainsi, certains critéres se basent sur le maximum de vraisemblance marginale
au lieu du maximum de vraisemblance pour la sélection de modeles.

C’est le cas des critéres suivants, utilisés par Leroux et Puterman, 1992 [82] puis
par Gassiat, 2002 [52], dans le contexte de I’estimation de 1’ordre de chaines de Markov
cachées :

In(L — an(K 24
mase (£, (V) = a,(K) (324)
ou K désigne le nombre d’états cachés du modele, A(K') désigne I’espace des parametres
pour un modele M(K) a K états et a,(K) est une pénalité telle que
(i) la fonction K — a,(K) est croissante ;

(i) si K1 > Ko, alors a, (K1) — a,(K?) — +00;
n—-+00
an(Kl) - an(KZ)

n n—+oo

(iii) pour toute valeur de (K7, K5), > 0.

. yd K yd . N d \ /7
Notons que la pénalité utilisée par le critere BIC : a,(K) = 71( In(n), ol di représente
la dimension de ’espace des parametres d’un modele & K états cachés, vérifie les hy-
potheses ci-dessus. Notons également que pour cette pénalité, le critere BIC coincide
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avec le critére (3.24) pour les modeles de mélanges indépendants. Cependant, dans les
cas non indépendants et en particulier pour les chaines de Markov cachées, il n’y a pas
coincidence entre BIC et le critére (3.24) dans la mesure ou le maximum de log-vrai-
semblance marginale differe du maximum de log-vraisemblance. En revanche, la pénalité
utilisée par le critere AIC (G,(K) = di) ne vérifie pas la condition (ii). Par la suite, nous

utiliserons la pénalité a, (K) = 71( In(n), en particulier dans les expérimentations de la

section 3.8.

La consistance des criteres (3.24) est prouvée dans Gassiat, 2002 [52]. Autrement dit,
il est montré que si la vraie loi de Y est celle d'une chaine de Markov cachée admettant
comme nombre d’états cachés la valeur Ky (K, étant supposée minimale; en effet il
existe également, dans ce cas, des lois identiques avec K états cachés, K > Kj), la
probabilité que le critere (3.24) choisisse la valeur K tend vers un quand n tend vers
I'infini. A contrario, la consistance des critéres basés sur les tests successifs, le critere
AIC, la validation croisée et BIC n’est pas établie. Leroux et Puterman, 1992 [81] ont
montré que l'utilisation d’un critere de log-vraisemblance marginale pénalisée conduit
au choix d’un modele qui, asymptotiquement, a au moins K, états cachés. La preuve,
donnée par Gassiat, que ce critére ne surestime pas non plus asymptotiquement K,
repose sur les hypotheses de stationnarité et de S-mélangeance de la chaine cachée S, et
sur les hypotheses suivantes :

1
1. Of \/ Hj)5(u) du est finie, ol 3 représente la fonction de taux de mélangeance de la

chaine cachée et Hjjg(u) 'entropie a crochets de la classe

|
F = {M|PAEUMK},

K

pour des crochets de largeur u;

2. la paramétrisation de Py est continue, pour tout y, par rapport au parametre 6,
et il existe une fonction intégrable (indépendante du parametre \) dominant la
log-densité marginale de Y pour tout Py dans |J;, Mk-.

La condition de stationnarité portant sur S fait que la log-vraisemblance marginale s’écrit
en fonction des proportions 7 et des parametres (), seulement, et non pas en fonction de
la matrice de transition A. Les conditions de stationnarité et de S-mélangeance de S sont
suffisantes pour que les mémes propriétés soient satisfaites par le processus observé Y.
La condition 1 est liée a I'utilisation d’un résultat de Doukhan, Massart et Rio, 1995 [42]
énoncant un théoréeme de la limite centrale uniforme pour le processus empirique et assure
que le maximum des rapports de log-vraisemblance marginale est borné en probabilité.
La condition 1, dans le théoreme de Doukhan, Massart et Rio, assure que la classe F
est suffisamment restreinte pour pouvoir étre de Donsker et vérifier uniformément un
théoreme de la limite centrale. Les conditions 1 et 2 entrainent le fait que I’ensemble
des rapports de vraisemblance vérifie uniformément une loi des grands nombres. Notons
que la condition 2 exclut par exemple les mélanges gaussiens a variances inconnues, non
minorées.
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L’hypothese de S-mélangeance correspond a une faible dépendance entre les variables
aléatoires cachées. Le cas d’indépendance vérifie cette condition : étant donné que la
vraisemblance et la vraisemblance marginale coincident alors, on en déduit que le critere
BIC est consistant pour les modeles de mélanges indépendants. L’extension de la preuve
de Gassiat a des modeles de Markov cachés ol le processus caché est stationnaire et
f-mélangeant (comme des arbres de Markov cachés par exemple) semble directe, sous
réserve d’adapter la notion de (f-) mélangeance a des processus non temporels ; en réalité
I’hypotheése de Markov n’intervient pas explicitement dans la preuve. Enfin, ’approche ci-
dessus, spécialisée dans la détermination du nombre d’états cachés, repose fortement sur
I’hypothese que Y suit effectivement une loi de chaine de Markov cachée ; sa modification
pour déterminer la valeur de K minimisant la divergence de Kullback-Leibler des modeles
de Markov cachés a la vraie loi de Y, supposée quelconque, est difficile.

3.7 Une approche issue de la classification : ICL

Le critere ICL (Integrated Classification Likelihood) a été introduit par Biernacki, Ce-
leux et Govaert, 2001 [11], dans le cadre de la sélection de modeles pour la classification
automatique dans le cas d’indépendance. Il s’agit de déterminer le modele qui sépare
au mieux les classes définies par les états cachés. Contrairement aux criteres précédents,
il ne s’agit pas de mesurer 'adéquation entre le modele et les données dans une pers-
pective d’estimation de densité. Le critere retenu pour mesurer 'aptitude d’un modele
a partitionner les données observées est la vraisemblance complétée (appelée aussi vrai-
semblance classifiante) £, 5(A) = P\(Y =y, S = s). La log-vraisemblance classifiante
est liée & la log-vraisemblance In(L£,())) par la relation

In(AY =y, S5 =3)) =In(P\(S =s]Y =y)) +In(A(Y =y)),
soit
In(Lys(A)) =In(Ly(A)) — ECy s(N), (3.25)

o ECys(A) = —In(P\(S = s|]Y = y)) est la réalisation d’une variable aléatoire
EC, s()) d’espérance conditionnelle égale a I’entropie

Eys(A) = E\[-In(P\(S]Y = y))|Y = y]

du tenseur de classification floue (P\(S = 8|Y = y))scs- L’entropie mesure la capacité
du modele Py a établir une partition pertinente des données observées y. Si les données
se partitionnent bien (ce qui correspond, dans le cas de mélanges, a des composants
bien séparés), les probabilités P\(S = s|Y = y) sont proches de zéro ou proches de un
et E, 4(A) &~ 0. Dans le cas contraire, la valeur de E, 5(\) est élevée. Par conséquent,
d’apres 'équation (3.25), la log-vraisemblance classifiante peut étre vue comme un critére
de pénalisation de la log-vraisemblance par ’entropie, favorisant ainsi les modeles de
Markov cachés induisant une partition des données observées la plus pertinente.

Le critere ICL a été développé dans un cadre bayésien, mais nous verrons qu’il peut
étre utilisé également dans un cadre non bayésien, de facon analogue au critere BIC. La
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sélection de modeles repose alors sur le pendant classifiant de la vraisemblance intégrée
(3.20), nommé vraisemblance classifiante intégrée et défini pour un modele M par

P(Y:y,st\M:M):/P(Y:y,st,)\:/\|M:M)d)\
A
- / P(Y =y, 8 =sA= A\, M = M)POA =AM = M)d\.  (3.26)
ACM)

Il est encore une fois tentant d’utiliser la méthode de Laplace pour approximer ’intégrale
(3.26) de manieére asymptotique, mais on se heurte une fois de plus & la non normalité
asymptotique de ’estimateur de certains parametres, qui peuvent étre a la frontiere de
A(M). Dans le cas de la vraisemblance classifiante intégrée, cependant, on peut tirer parti
du fait que les états cachés sont fixés pour conditionner par rapport a s et pour séparer les
contributions dues respectivement a s et a y. Cela est possible si les variables aléatoires
observées sont conditionnellement indépendantes sachant les variables aléatoires cachées
et si 'on choisit une loi a priori telle que les parameétres @ = (6;),; — concernant la loi de
Y sachant S = s — soient indépendants des parametres 7 et p — concernant la loi de S.
D’une part, on a

PY =y,§=siM=M)=PY =y|S =35, M = M)P(§ = s|M = M)
et d’autre part, du fait que
PO@=0p=pr=nM=M)=PO=0M=M)Plp=pm=rM=M),
on obtient
PY =y|S=s,M=M)
_ / P(Y = y|S = 5,0 = 6, M = M)P(8 = 6|M — M) db.

O(M)

La méthode de Laplace est alors applicable a I'intégrale ci-dessus, ce qui donne
t
In(P(Y = y|S =5, M = M) ~ maxIn(P(Y =y|§ = 5,0 = 0, M = M)) - 7M In(n)

ol tp est le nombre de coordonnées indépendantes du parameétre . La probabilité P(S =
s|M = M) est directement obtenue en calculant I'intégrale

/ P(S=sp=pr=0,M=M)P(p=p,m=n|M=M)dpdnr,
P(M)xTI(M)

sous I’hypotheése que les lignes de p et de 7 sont indépendantes a priori et de loi de
Dirichlet D(3,... , 1) (distribution non informative). On obtient alors une expression de
In(P(S = s|M = M)) faisant intervenir la fonction I' et les comptages

n; = card{u € U|s, = j}.
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Etant donné que le processus S est inobservé, les états cachés s doivent étre estimés.
En pratique, on utilise I'estimateur du MAP s. On en déduit également un estimateur
empirique n; des n;. Dans le cas ol ceux-ci sont suffisamment grands, on peut utiliser
la formule de Stirling pour approximer la fonction I' et ignorer les termes constants de
maniére & obtenir une approximation O(1), de méme que pour BIC. On obtient alors le
critere

~ d
ICL(M) = 1In(Ly,s,1m(A)) — o In(n)
approximant la log-vraisemblance classifiante intégrée (ds représente la dimension de
A(M)). Notons que ce critére n’est en général pas consistant, mais il n’est pas construit
dans l'optique de déterminer un “vrai” nombre de composants. Son utilité est de dé-
terminer le modele qui sépare au mieux les classes correspondant aux états cachés. De
méme que le critere BIC, il est également utilisé dans un cadre non bayésien.

3.8 Expérimentations : sélection de chaines de Mar-
kov cachées

Nous avons présenté ci-dessus les fondements théoriques de plusieurs critéres de
sélection de modeles applicables aux modeles de Markov cachés. Certains d’entre eux
sont couramment utilisés pour les problemes de sélection de tels modeles, comme AIC,
BIC ou les tests d’hypotheses. D’autres critéres, assez souvent utilisés dans d’autres
contextes, n’ont pas encore été appliqués aux modeles de Markov cachés. C’est le cas de
la validation croisée, dont I'implémentation est délicate dans le cas de variables observées
dépendantes. Les méthodes développées dans la section 3.4.3 permettent a présent sa
mise en ceuvre. Enfin, les criteres de log-vraisemblance marginale pénalisée et le critere
ICL sont des criteres relativement originaux, spécifiques aux modeles de mélanges, qui ne
semblent pas avoir fait I’objet d’études expérimentales dans le cadre des modeles de Mar-
kov cachés. Dans cette section, nous étudions le comportement de ces différents criteres
(mis a part les tests) pour la sélection de chaines de Markov cachées. Nos conclusions
sont que le critere BIC et le demi-échantillonnage sélectionnent des modeles pertinents
et parcimonieux aussi bien pour des données réelles que simulées.

Dans la section 3.8.1, nous considérons des données simulées suivant une chaine de
Markov cachée. Le but est d’estimer I'ordre (i.e. le nombre d’états cachés) a partir d’une
réalisation de ce modele. Nous étudions le comportement des critéres en fonction de la
méthode d’estimation des parametres, de la séparation des classes, de la mélangeance
de la chaine et du nombre de données observées. Il en ressort que ces criteres sont peu
sensibles au degré de mélange et a la mélangeance de la chaine cachée, mais fortement
dépendants de la condition d’arrét de 'algorithme EM et de sa méthode d’initialisa-
tion. La plupart des criteres ont des performances d’autant meilleures que le nombre de
données disponibles est élevé.

Nous présentons en section 3.8.2 une application compléte des chaines de Markov
cachées a la modélisation du processus des corrections et défaillances de logiciels. Nous
insistons tout particulierement sur I'application des méthodes de sélection abordées dans
ce chapitre au choix de I’ordre de la chaine, mais également au choix du type de matrice de
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transition (matrice bidiagonale, tridiagonale ou non contrainte), qui modélise la maniere
dont évolue le taux de défaillance au cours du temps. Cette étude met en évidence la
sélection, par la quasi-totalité des criteres, de modeles remarquablement parcimonieux.

3.8.1 Données simulées : choix de ’ordre d’une chaine de Mar-
kov cachée

Nous proposons une étude comparative des criteres de validation croisée, AIC, BIC,
le critere de log-vraisemblance marginale pénalisée et ICL pour le choix du nombre
d’états cachés (également appelé 1’ordre) d’une chaine de Markov cachée, a partir de
ses réalisations. Nous étudions 'influence, sur ces méthodes de choix de modeles, de la
séparation des classes, de la mélangeance de la chaine cachée (dans le cas de la validation
croisée) et du nombre de données disponibles.

Jeux de données simulés

Les données simulées sont dans IR%. Elles sont tirées suivant la loi d’'un modele de
chaine de Markov cachée a K = 3 états, stationnaire, de matrice de transition

0,7 0,15 0,15
A=1]0,1 07 0,2
0,1 0,1 0,8

La chaine de Markov correspondante admet pour unique loi stationnaire la loi
™= [ 0,2500 0,2812 0,4688 } .

Nous choisissons donc cette loi stationnaire comme loi de 1’état initial 7 de la chaine
cachée. Les lois d’émission sont des lois normales, de matrice de variance-covariance
Y; égales a la matrice identité, pour chacun des 3 états cachés. Nous envisageons trois
situations pour les moyennes (p1, f2, i£3) de ces lois d’émission, qui correspondent a des
séparations décroissantes :

— degré de mélange faible (tableaux 3.1 et 3.4)

10 ] 2,7 B 2,7 )
,U'l - 0 :LLQ - 2’7 /'1’3 - _2’7 )

— degré de mélange moyen (tableaux 3.2 et 3.5)

10 122 . 2,2 ]
/'l’l - 0 I'LQ - 2’2 lu?) - _2’2 )

— degré de mélange fort (tableaux 3.3 et 3.6)

To [20 [ 20
/’1'1 - 0 lu’2 - 1’9 /'1’3 - _179 .
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Biernacki, 1997 [12] propose une fonction pour mesurer le degré de mélange ; nous
conservons les valeurs de p; et de X; proposées dans la partie de sa these dédiée a
la sélection du nombre de classes pour des mélanges gaussiens indépendants a partir
de données simulées. Nous conservons également, dans un premier temps, son choix
de tirer 30 réalisations indépendantes de taille 200, ces 200 individus étant eux-mémes
indépendants dans la thése de Biernacki mais dépendants dans notre contexte. La figure
3.5 illustre les différents degrés de mélange par le tracé dans le plan de données obtenues
par simulation.

Les modeles considérés ont de 1 a 4 états cachés. Pour chaque valeur possible du
nombre d’états cachés K, les parametres du modele sont estimés comme suit. Nous com-
parons, pour commencer, les criteres de demi-échantillonnage au critere BIC, considéré
comme le critere de référence. D’autre part, nous réglons les parametres intervenant dans
I'identification de ces modeles (initialisation et nombre d’itérations de 'algorithme EM)
et nous étudions 'influence de la séparation et de la mélangeance sur ces criteres. Puis
nous fixons un jeu de 30 réalisations de chaines de Markov cachées pour lequel nous
comparons tous les criteres de sélection de modele.

Le parametre est estimé a partir de la chaine compléte par maximum de vraisemblan-
ce, en utilisant 1'algorithme EM a la Gibbs. Le parametre de plus grande vraisemblance
est utilisé comme parametre initial pour une nouvelle exécution de 1’algorithme EM
classique, en utilisant un nombre maximal d’itérations fixé a 50K, ou K est le nombre
d’états cachés du modele considéré. En effet, I'identification de modeles complexes a
tendance a nécessiter plus d’itérations que les modeles plus simples. Si la croissance
relative de la log-vraisemblance passe en dessous d’un certain seuil, I’algorithme s’arréte
également. Cette procédure est répétée trois fois, en partant de trois parametres initiaux
différents. Nous considérons que la valeur de sortie de plus grande vraisemblance est
’EMV.

Cette solution \® = (A@,é@, ... ,ég?), qualifiée d’initiale, sert & initialiser 1’algo-
rithme EM pour 'estimation des parametres dans le cas de données supprimées, ce qui
est utilisé dans la mise en ceuvre de la validation croisée. Cette méthode accélere la
convergence de 1’algorithme mais va également a ’encontre du principe de la validation
croisée, qui stipule que les données de test ne sont absolument pas utilisées pour I’ap-
prentissage (dans notre cas, elles le sont indirectement, & travers l'initialisation d’EM).
Nous verrons qu’une initialisation aléatoire améliore les résultats.

La partition des observations {données d’apprentissage, données de test} est tirée alé-
atoirement et une seule fois, pour implémenter le demi-échantillonnage simple (tableaux
3.1 4 3.6). Pour la méthode des chaines paire et impaire, ’algorithme EM est initialisé par
((A(i))Z, 9@, e éﬁ?), ce qui offre a priori le méme avantage et le méme inconvénient que
ceux évoqués au paragraphe ci-dessus. Enfin, dans tout ce qui suit, le modele gaussien
des modeles candidats est celui qui a servi a générer les données, en l'occurrence le
modele [T AI] (modele stationnaire, matrice de variance-covariance égale a I'identité a un
coefficient multiplicatif inconnu pres, commun a tous les états cachés).

Les résultats concernant la sélection de ’ordre du modele par le critere de validation
croisée utilisant les sous-chaines paires et impaires (critére “pair impair” PI), par demi-
échantillonnage simple (critere DES) et par le critere BIC, sont reportés dans les tableaux
3.1 a 3.3 pour les chaines de taille 200. Chaque tableau donne le pourcentage de séquences
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affectées par les trois criteres aux quatre valeurs possibles pour l'ordre du modele, et
correspond a un degré de séparation différent. Le symbole ‘-’ correspond a un pourcentage

nul.

Méthode Ordre

1 2 ‘ 3 ‘ 4
PI - - 87 % | 13 %
DES - - 77 % | 23 %
BIC - - 93 % | 7%

TAB. 3.1 — 200 données, mélange bien séparé.

Méthode Ordre

1 (2 [3 [4
PI - - 90 % | 10 %
DES - 3% (53% |43 %
BIC - - 87 % | 13 %

TAB. 3.2 — 200 données, mélange moyennement séparé.

Méthode Ordre

1 \ 2 \ 3 \ 4
PI - 3% 190% | 7%
DES - 10% | 60 % | 30 %
BIC - 3% 193% |3 %

TAB. 3.3 — 200 données, mélange peu séparé.

De maniere générale, le critere “pair impair” comme le critere BIC donnent tous
deux de bons résultats, malgré une légere tendance a surestimer le nombre d’états
cachés. Ceci est surprenant, vu les propriétés théoriques de ces critéres, mais nous verrons
ultérieurement que la cause en est une initialisation de EM non appropriée. Dans les deux
cas, le pourcentage de bonnes réponses est peu sensible a la séparation du mélange En
revanche, le demi-échantillonnage simple donne des résultats médiocres : cette méthode
a une tendance nette a surestimer le nombre d’états cachés. Dans le cas du degré de
mélange le plus fort (mélange peu séparé), les trois critéres ont une treés légere tendance
a sous-estimer le nombre de composants. Dans ce cas, des modeles a deux composants
peuvent étre acceptables, vu que la longueur des séquences reste modérée.

Dans les expérimentations ci-dessus, nous nous sommes basés sur la these de Bier-
nacki, 1997 [12] pour choisir le modeéle selon lequel les séquences sont simulées (appelé
modele générateur) et le nombre de données. Etant donné que, du fait des dépendances
entre états cachés, nos modeles sont plus complexes que ceux étudiés par Biernacki, nous
augmentons le nombre de données disponibles pour la sélection de modeles afin d’obtenir
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des conditions comparables a celles de sa these. Ainsi, pour conserver le méme rapport
nombre de données/nombre de parametres que dans le cas d’indépendance, nous tirons
30 réalisations indépendantes de chaines de Markov cachées de longueur 350, avec les
trois degrés de séparation précédents (tableaux 3.4, 3.5 et 3.6). La figure 3.5 illustre
les différents degrés de mélange en représentant les 30 séquences bidimensionnelles de
longueur 350. L’aspect temporel n’est pas représenté dans la figure : I’axe des abscisses
représente la premiere dimension et celui des ordonnées la seconde dimension.

30 x 350 points, mélange bien séparé. 30 x 350 points, mélange moyen:

i séparé 30 x 350 poins, mélange peu séparé

Composants Composants Composants
bien séparés moyennement S€parés peu SEpares

Fi1c. 3.5 — Les différents degrés de mélange dans les données simulées avec trois états
cachés. La premiére coordonnée de chaque point est notée x1 (en abscisse) et la seconde
xo (en ordonnée).

D’autre part, nous avons constaté que le critere de demi-échantillonnage simple
(DES) a tendance a surestimer le nombre d’états cachés du modele, c’est pourquoi nous
considérons une borne maximale plus élevée pour le nombre d’états cachés des modeles
en compétition, a savoir sept états cachés. Enfin, nous avons évoqué en section 3.4.2 la
variabilité des criteres de validation croisée multiple. Pour évaluer I'influence de cette
variabilité sur la sélection de modeles afin de la réduire, nous considérons également le
critere de demi-échantillonnage répété (ou demi-échantillonnage Monte-Carlo). Il s’agit
donc d’un critére de type MCMCV* ot la séquence de départ est partitionnée en deux
classes de méme effectif : I’ensemble d’apprentissage et I’ensemble de test ont méme
cardinal. On tire 15 fois cette partition.

Les résultats concernant la sélection de ’ordre du modele par le critéere “pair impair”
PI, par le demi-échantillonnage simple DES, par le demi-échantillonnage Monte-Carlo
(MCDE) et par le critere BIC, sont reportés dans les tableaux 3.1 & 3.3, selon le degré
de mélange.

Les quatre critéres considérés restent peu sensibles au degré de mélange. Le critere
“pair impair’ PI et le critere BIC donnent de bons résultats, malgré une légere tendance,
une fois de plus, a surestimer le nombre d’états cachés. En revanche, le demi-échan-
tillonnage répété donne des résultats moins bons : il possede une tendance plus forte
que les deux criteres précédents a sélectionner des modeles trop complexes (quatre états
cachés). Le critére de demi-échantillonnage simple surestime largement le nombre d’états
cachés, encore plus qu’avec des séquences de longueur 200 et d’autant plus également
que le degré de mélange est élevé. La forte variabilité de ce critére est mise en évidence
par les meilleures performances de sa version Monte-Carlo. Enfin, I’augmentation de
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la longueur des séquences améliore peu le comportement du critere BIC et améliore
légerement celui du critere PI. Dans le cas du degré de mélange le plus fort, le phénomene
de sous-estimation du nombre d’états cachés, présent pour des séquences de longueur 200,
disparait totalement avec des séquences de longueur 350.

Méthode Ordre

T [2 [3 [4 [5 [6 7
PI - - 97 % | - 3% |- -
DES - - 47T % |27 % |13 % | 13 % | -
MCDE - - 83 % |13% 4% |- -
BIC - - 90 % | 10 % | - - -

TAB. 3.4 — 350 données, mélange bien séparé.

Méthode Ordre

T 12 [3 |4 |5 [6 |7
PI - - 97 % | 3% |- - -
DES - - 2% |13T% | 17T% | 7% | 7%
MCDE - - 0% | 30% | - - -
BIC - - 83% |17 % | - - -

TAB. 3.5 — 850 données, mélange moyennement séparé.

Méthode Ordre

1 ‘ 2 ‘ 3 ‘ 4 ‘ 5 ‘ 6 ‘ 7
PI - - 90 % | 10 % | - - -
DES - - 27 % |27 % |30 % |10 % | 6 %
MCDE - - 73 % | 27T % | - - -
BIC - - 90 % |10% | - - -

TAB. 3.6 — 350 données, mélange peu séparé.

A titre de complément, nous représentons sur la figure 3.6 la moyenne, sur les 30
séquences simulées, des quatre criteres considérés ci-dessus, en fonction du nombre d’états
cachés. Le modele ayant servi a générer ces séquences correspond a un degré de mélange
fort (classes peu séparées, voir tableau 3.6). Les courbes associées a chaque séquence sont
peu différentes des courbes moyennes. En général, la courbe du critére de demi-échantil-
lonnage répété (MCDE) décroit faiblement a partir de trois états cachés. La courbe as-
sociée au demi-échantillonnage simple (DES) varie autour de la courbe MCDE et ces fluc-
tuations, dues au tirage aléatoire de la partition, entrainent une surestimation du nombre
d’états cachés. Quand on effectue la moyenne de ce critere sur un nombre croissant de re-
tirages, la courbe tend (uniformément) vers la courbe limite, dont une approximation est
représentée figure 3.6. Ceci explique que le comportement du critere MCDE soit meilleur
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mais pas idéal : il s’agit d’une moyenne du critere DES sur 15 retirages indépendants de
la partition. Les critéres BIC et “pair-impair” (PI), au contraire, présentent en général
un maximum marqué et correctement localisé : ils tendent a sélectionner un nombre
d’états correct.

-3.65 T T T T T

DES

-3.75

-3.85

Valeur des criteres

-3.95

-4

~4.05 ! ! ! ! !
1 2 3 4 5 6 7

Nombre d'états cachés

Fi1c. 3.6 — Moyenne, sur les 30 séquences simulées, des quatre critéres considérés ci-
dessus, en fonction du nombre d’états cachés (en abscisse). Les séquences sont générées
suivant le modéle de séparation la plus faible des composants.

Influence de la mélangeance de la chaine cachée

Dans le cas limite d’une chaine cachée a deux états, périodique et de période 2, la
chaine des indices impairs (respectivement pairs) ne fait intervenir qu’un seul état. On
s’attend donc a ce que les propriétés de mélangeance de la chaine cachée influencent le
comportement des techniques de demi-échantillonnage, tout particulierement celle basée
sur les chaines paire et impaire. Les expérimentations ci-dessous ont pour objet d’étudier
cette influence. Pour ce faire, nous simulons 30 réalisations indépendantes de longueur 350
de chaines de Markov cachées en considérant successivement les matrices de transition
ci-dessous, de plus en plus mélangeantes

0,7 0,15 0,15 0,5 0,4 0,1 0,2 0,4 0,4
A=4A=|(0,1 0,7 0,2 A, =10,2 0,4 0,4 As;=10,6 0,1 0,3
0,1 0,1 0,8 0,2 0,3 0,5 0,3 0,4 0,3

bl

Le taux de mélangeance d’une chaine de Markov est lié a la plus grande valeur propre v;
de sa matrice de transition A;, différente de un (rappelons que la valeur un est toujours
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valeur propre d’une matrice de transition et que c’est sa plus grande valeur propre). Plus
cette valeur propre est proche de un, moins la chaine mélange rapidement. Les valeurs
(Vi)iz1,2,3 sont vy = 0,6; o = 0,3 et v3 = —0,1. Pour chacune des matrices ci-dessus
et pour chacun des trois triplets (p1, fo, £3) définissant la séparation du mélange, nous
déterminons le pourcentage de sous-estimation, d’estimation correcte et de surestimation
du nombre d’états cachés, en considérant le critere “pair impair” PI, le demi-échantil-
lonnage simple DES, le demi-échantillonnage Monte-Carlo MCDE et le critere BIC. Le
tableau 3.7 résume ces résultats. Le degré de mélange est désigné par la notation s; ou
s1 désigne un mélange bien séparé, so un mélange moyennement séparé et s3 un mélange
peu séparé.

Matrice A1 A2 A3

Séparation S1 S9 83 S1 89 83 S1 S9 S3

K — — — — — — — — —
S A S A S R A A o BNV S I A S BN A S B A

PI 97 97 90 87 97 100 100 97 100
0/3 o/3|0/10|0/183{0/3]0/0|0/0|0/3|0/0

DES 47 33 27 53 53 40 53 60 50
0/53|0/66 |0/73|0/47|0/47|0/60|0/47|0/40|0/50

MCDE 83 70 73 87 83 87 77 87 87
o/17|0/3 (0/27|0/13]0/17|0/13|0/23|/0/13|0/13

BIC 90 83 920 100 100 94 93 97 97

o/10|0/17|0/10|0/0|0/0|3/3|0/7]0/3|0/3

TAB. 3.7 — Pourcentage d’estimation correcte (=), de sous-estimation (-) et de suresti-
mation du nombre K d’états cachés suivant le degré de mélange s; et la mélangeance de
la chaine cachée, pour le critére “pair impair” PI, le demi-échantillonnage simple DES,
le demi-échantillonnage Monte-Carlo MCDE et le critére BIC. Une séparation s; désigne
un mélange bien séparé, so un mélange moyennement séparé et s3 un mélange peu séparé.
La matrice de transition A; correspond a une chaine peu mélangeante, A, a une chaine
moyennement mélangeante et A3z a une chaine tres mélangeante. Les séquences simulées
sont de longueur 350.

D’apres le tableau 3.7, 'influence de la mélangeance de la chaine cachée, suivant la
séparation du mélange, sur le comportement des différents criteres, n’est pas sensible. Les
différences observées pourraient étre dues au hasard résultant du tirage des 30 séquences.
Cela expliquerait les variations des performances de BIC, qui n’a pas de raison d’étre in-
fluencé par la mélangeance. D’autre part, le critere “pair-impair” sélectionne un nombre
d’états correct d’autant plus fréquemment que la séparation du mélange est faible, ce
qui va a I'encontre des résultats attendus et aussi des résultats obtenus avec d’autres
critéres par Biernacki, 1997 [12], pour les modeéles de mélanges indépendants. Vu que la
mélangeance de la chaine cachée n’a pas d’influence sur les performances de la sélection
par la méthode des chaines paire et impaire, nous pressentons que les cas réellement pa-
thologiques sont seulement les cas périodiques ou trés proches de la périodicité (ce qui se
traduit par exemple par des matrices de transitions proches de matrices de permutations)
et ou la période est paire.
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Nos conclusions sur les différents criteres de sélection restent les mémes que celles de
la partie précédente : les criteres BIC et “pair-impair” ne sous-estiment pas le nombre K
d’états cachés et le surestiment rarement, le critere de demi-échantillonnage répété sur-
estime parfois le nombre d’états cachés (d’une unité le plus souvent, dans le cas présent),
et le demi-échantillonnage simple surestime K fréquemment.

Influence de D’initialisation d’EM et de la condition d’arrét

Dans les expérimentations ci-dessus, nous utilisons chaque séquence compléte pour
estimer les parametres par maximum de vraisemblance (par 'algorithme EM). L’esti-
mateur obtenu est alors réutilisé comme valeur initiale de I’algorithme EM pour estimer
les parametres associés a la séquence incomplete, lors du demi-échantillonnage. Cette
méthode permet en pratique d’obtenir une convergence plus rapide qu’avec une initiali-
sation aléatoire. Cependant, ce principe est en contradiction avec celui de la validation
croisée, qui exige que les données ne soient pas utilisées a la fois pour I'identification du
modele et pour sa validation.

C’est pourquoi nous étudions une méthode d’initialisation alternative, ou le pa-
rametre initial est déterminé aléatoirement. On peut envisager de recommencer cette
procédure en partant de plusieurs valeurs initiales aléatoires et de conserver le pa-
rametre de plus grande vraisemblance; cependant, dans ’expérimentation ci-dessous,
nous considérons une unique valeur initiale du parametre. Les données sont simulées
a partir d’'un modele de chaine de Markov cachée de matrice de transition A; (faible
mélangeance), le mélange étant fortement séparé.

La partie supérieure du tableau 3.8 est un rappel des modeles sélectionnés par les
criteres quand l’algorithme EM est initialisé, pour le demi-échantillonnage, avec le pa-
rametre estimé a partir de la séquence entiere. Pour 1’estimation de ce dernier, trois
valeurs initiales aléatoires du parametre sont utilisées et les 50 premieres itérations sont
de type EM a la Gibbs.

La partie inférieure du tableau 3.8 est obtenue par une initialisation aléatoire de
I’algorithme EM pour le demi-échantillonnage et pour le critere BIC, avec une seule
valeur aléatoire du parametre et également 50 itérations d’EM a la Gibbs. Dans les deux
cas, la condition d’arrét est identique a celle des expérimentations précédentes.

La comparaison des parties supérieure et inférieure du tableau 3.8 montre que les
résultats de ces méthodes se dégradent, globalement, quand 1’algorithme EM est ini-
tialisé aléatoirement. Nous verrons ci-apres, cependant, que ceci ne remet pas en cause
I’initialisation aléatoire. La dégradation des performances des critéres est due a ce que
I’algorithme EM ne converge pas vers un maximum local de la vraisemblance, a cause
d’un nombre d’itérations insuffisant. L’insuffisance du nombre d’itérations est compensée,
dans les expérimentations associées a la partie supérieure du tableau, par une initiali-
sation astucieuse qui permet une convergence plus rapide; cependant, nous ne pouvons
considérer cette méthode comme la meilleure, comme nous le verrons ci-dessous.

Notons également la forte dégradation des performances du BIC. Celle-ci est due
uniquement au fait qu’une seule valeur initiale du parametre est utilisée dans I’algorithme
EM, au lieu de trois. On s’attendrait a ce que les itérations d’EM a la Gibbs qui précedent
I’algorithme EM rendent le parametre final peu dépendant de la valeur initiale, mais les
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Initialisation | Critere Ordre

1 ]2 3 [ 4 |5 | 6 K

PI - - 97 % | - 3% |- -

séquence | DES - - 47T % 12T % | 13% |13 % | -
complete | MCDE || - - 83% | 13% 4% |- -
BIC - - 90 % | 10 % | - - -

PI - - 83 % |17 % | - - -

aléatoire | DES - - 51 % [33% | 13% | 3% |-
MCDE || - - 50% | 43% | 7% |- -

BIC - - 63% |30% | 7% |- -

TAB. 3.8 — 350 données par séquence, nombre d’itérations maximal proportionnel au
nombre d’états, initialisation d’EM en utilisant la séquence compléte ou aléatoire.

résultats ci-dessus montrent que l’initialisation de 'algorithme EM par trois valeurs
initiales au lieu d’une est importante, pour 1’estimation des parametres avec la séquence
complete.

D’autre part, les criteres de demi-échantillonnage considérés se basent sur ’estimation
par maximum de vraisemblance, réalisée par I'algorithme EM. Il est donc important que
la condition d’arrét de EM soit telle que le parameétre de sortie de I'algorithme soit de
vraisemblance aussi grande que possible. Cela n’est pas le cas si I'algorithme s’arréte
prématurément. Pour éviter ce probleme, on peut envisager de poursuivre les itérations
d’EM jusqu’a ce que la croissance relative de la log-vraisemblance passe en dessous d’un
certain seuil (en Poccurrence 10~ % dans les expérimentations ci-dessus). L’inconvénient de
baser la condition d’arrét d’EM uniquement sur ce critere est que cela conduit souvent a
réaliser un nombre d’itérations largement supérieur a mille, avec en sortie des parametres
peu différents, et une log-vraisemblance pratiquement égale, a ce qu’on peut obtenir avec
uniquement mille itérations. De plus, ce critere d’arrét basé uniquement sur la croissance
de la log-vraisemblance conduit a un nombre d’itérations qui croit avec le nombre d’états
cachés.

Le critere d’arrét utilisé dans les expérimentations précédentes est celui basé sur la
croissance relative de la log-vraisemblance, mais ot un nombre maximal d’itérations est
fixé, égal a 50 fois le nombre K d’états cachés. On s’apercgoit que cette limite n’est pas
toujours suffisante pour que la log-vraisemblance se stabilise. Dans 1’étude ci-dessus,
nous augmentons la limite du nombre d’itérations a mille (indépendamment, donc, du
nombre d’états cachés du modele), ce qui est suffisant pour atteindre la stabilisation de la
log-vraisemblance dans la plupart des cas. L’expérimentation est menée sur des données
simulées & partir d’'un modele de chaine de Markov cachée de matrice de transition Ay,
a classes fortement séparées.

La fréquence de sélection de chaque nombre K d’états cachés par les critéres est
rappelée dans la partie supérieure du tableau 3.8, lorsque le nombre d’itérations de
I’algorithme EM est limité a 50K. Nous comparons cette méthode avec l'alternative
consistant a fixer a mille le nombre maximal d’itérations. Dans les deux cas, la valeur du
parametre obtenue sert a calculer BIC et a initialiser EM lors du demi-échantillonnage.
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Nombre Critere Ordre K
d’itérations 1 ]2 |3 | 4 | 5 | 6 K

PI - - 9% |- 3% |- -
limité |DES |- |- |47% |27%|13% |13 % |-
450K |MCDE |- |- [83% |[13%|4% |- -

BIC |- |- |90% |10%]- . .

PI T - [100% |- - - -
limité | DES | 3% |- |48% |13%|13% |13% |10 %
21000 |MCDE |- |- |83% [17% |- - -

BIC |- |- |100% |- : ; -

TAB. 3.9 — 350 données par séquence, initialisation d’EM en utilisant la séquence
compléte, nombre d’itérations mazximal proportionnel au nombre K d’états cachés ou
limité a 1000.

La comparaison des parties supérieure et inférieure du tableau 3.9 montre que le
comportement des criteres est globalement amélioré par 'augmentation du nombre d’ité-
rations d’EM, notamment pour le critere BIC. Par conséquent, dans les expérimentations
précédentes, la convergence de I'algorithme EM n’était vraisemblablement pas atteinte
lors de I’arrét, ce qui conduisait a des valeurs du parametre non optimales localement.

Enfin, nous concluons les expérimentations sur les parametres de 1’algorithme EM
(initialisation et condition d’arrét) et leur influence sur les criteéres de sélection en exa-
minant ’effet combiné de ces deux facteurs. Ainsi, nous fixons le nombre maximal
d’itérations de ’algorithme EM a mille et nous initialisation cet algorithme de manieére
aléatoire pour ’estimation dans les techniques de demi-échantillonnage. Cette fois, 1’al-
gorithme EM a la Gibbs n’est pas utilisé mais nous partons de trois valeurs aléatoires
pour l'initialisation. Le pourcentage de sélection de chaque nombre de composants par
le critere “pair impair” PI, par le demi-échantillonnage simple DES, par le demi-échan-
tillonnage Monte-Carlo MCDE et par le critere BIC est alors donné par le tableau 3.10.

Méthode Ordre

T 72 [3 4 |5 [6 |7
PI - - 93% |7T% |- - -
DES - - 84 % |13% |3 % |- -
MCDE - - 100 % | - - - -
BIC - - 100 % | - - - -

TAB. 3.10 — 350 données par séquence, nombre d’itérations mazximal fizé a 1000, initia-
lisation aléatoire de l’algorithme EM.

La comparaison du tableau 3.10 et des tableaux 3.8 et 3.9 montre que les meilleurs
résultats, globalement, sont obtenus en limitant le nombre d’itérations d’EM a mille
plutot qu’a 50 fois le nombre d’états cachés, en utilisant trois valeurs de départ pour
I'initialisation, ces valeurs de départ devant étre déterminées sans utiliser la séquence
complete dans le cas du demi-échantillonnage. Ces résultats sont conformes a ce qui
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était attendu : d'une part, le demi-échantillonnage repose sur le fait que la séquence de
test ne doit pas étre utilisée pour ’apprentissage, méme indirectement. D’autre part, 1’al-
gorithme EM reste dépendant de la valeur initiale du parametre, méme si des itérations
d’EM ¢ la Gibbs sont utilisées; enfin, le nombre d’itérations requis pour la conver-
gence d’EM reste élevé en général. Les tentatives effectuées pour diminuer le nombre
d’itérations d’EM se soldent par une dégradation du comportement des criteres, aussi
bien pour le demi-échantillonnage que pour le critere BIC.

Il est intéressant de comparer les courbes moyennes, sur les 30 séquences simulées,
des quatre criteres considérés ci-dessus, en fonction du nombre d’états cachés. En ef-
fet, pour un critere donné, les courbes associées a chaque séquence sont en général
peu différentes de la courbe moyenne. On peut ainsi étudier le comportement moyen
des criteres suivant l'initialisation d’EM et suivant le nombre d’itérations maximal. Les
courbes moyennes des criteres, pour le jeu de données étudié ci-dessus, sont représentées
figure 3.7. Dans le cas du demi-échantillonnage simple et Monte-Carlo (critéres DES et
MCDE), un nombre d’itérations insuffisant et une initialisation de l’algorithme EM uti-
lisant la séquence compléte provoque, en moyenne, un plateau de la courbe entre K = 3
et K =4, ce qui explique les confusions plus nombreuses entre les deux modeles et une
tendance a surestimer le nombre d’états cachés (courbes de gauche). Dans le cas d’'un
nombre d’itérations plus élevé et d’une initialisation aléatoire, le pic des courbes pour
K = 3 est plus marqué en moyenne et le nombre d’erreurs dans le choix de K est moins
élevé. C’est la raison pour laquelle, dans les expérimentations suivantes, nous utiliserons
en principe un nombre d’itérations maximal égal a mille et une initialisation aléatoire
de l'algorithme EM en partant de trois valeurs initiales, en particulier pour la validation
croisée.

x10° Valeur moyenne des critéres sur les 30 séquences indépendantes x10° Valeur moyenne des critéres sur les 30 séquences indépendantes
T T T T T T T T T T

=PI

Valeur des critéres
Valeur des criteres

L L ~ L L
1 2 4 6 7 1 2 4 6 7
Nombre d'états cachés Nombre d'états cachés

Initialisation avec la séquence complete. Initialisation aléatoire.
Nombre d’itérations mazimal : Nombre d’itérations mazximal :
50 fois le nombre d’états cachés. mille itérations

Fic. 3.7 — Moyenne, sur les 30 séquences simulées, des quatre critéres considérés ci-
dessus, en fonction du nombre d’états cachés (en abscisse). Les séquences sont générées
suivant le modéle de séparation la plus forte des composants.

En définitive, lorsque l'algorithme EM est utilisé correctement, les criteres “pair-
impair”, le demi-échantillonnage répété et BIC choisissent un nombre correct d’états
cachés. Le demi-échantillonnage simple a une certaine tendance a surestimer le nombre
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d’états cachés.
Comparaison de tous les criteres

Les expérimentations précédentes nous ont permis de comparer les criteres de demi-
échantillonnage (simple, répété et “pair-impair”) et le critere BIC. Elles nous ont éga-
lement permis de déterminer une méthode d’initialisation de 1’algorithme EM et une
condition d’arrét donnant des résultats satisfaisants. Enfin, I’étude de I'influence de la
séparation des classes du mélange et de la mélangeance de la chaine cachée ont mis
en évidence le fait que ces facteurs sont peu déterminants (du moins dans le contexte
précédent, qui reste raisonnable en termes de séparation des classes et de mélangeance
de la chaine). Empiriquement, le jeu de données simulées engendrant le plus fort taux
de surestimation du nombre d’états cachés pour la plupart des criteres de sélection
correspond a une séparation moyenne des classes et a une chaine faiblement mélangeante
(voir tableau 3.7).

Nous utilisons ce jeu de données pour comparer les criteres BIC, ICL, AIC, la log-
vraisemblance marginale pénalisée VMP et différentes variantes de la validation croisée
multiple : demi-échantillonnage simple, répété et “pair-impair”, validation croisée mul-
tiple MCV* et apprentissage-test répété RLT. Rappelons que le critere MCV* est obtenu
en tirant une partition aléatoire des séquences (en I'occurrence en dix classes). Chaque
classe est utilisée successivement pour la validation, les neuf autres servant a I'apprentis-
sage. Pour le critere RLT, dix partitions aléatoires sont utilisées et pour chaque d’elles,
une seule classe est utilisée pour la validation et les neuf autres pour I’apprentissage. Pour
le demi-échantillonnage Monte-Carlo, dix partitions en deux classes de méme effectif sont
utilisées. Les résultats sont présentés dans le tableau 3.11.

Méthode Ordre

T 12 3[4 [5 [6 |7
PI - - 6% [ 17T% | T% |- -
DES - - 80% |20% |- - -
MCDE - - 100 % | - - - -
MCV* - -1 27T % 36 % [20% | 10% | 7%
RLT - - 13 % 38% [23% | 13% | 13 %
BIC - - 0% [10% |- - -
ICL - - 0% [10% |- - -
AIC - - 83 % |[17% |- - -
VMP - - 0% [10% |- - -

TAB. 3.11 — 850 données, mélange moyennement séparé, chaine cachée peu mélangeante.

Le nombre d’états cachés sélectionné par les criteres MCDE, BIC, VMP, ICL et AIC
est tres fréquemment correct et plus rarement surestimé d’une unité. La tendance un peu
plus forte des criteres PI et DES a surestimer le nombre K d’états cachés, qui devient
trés prononcée pour les critéres MCV* et RLT, s’explique avant tout par un aspect en
plateau de leurs courbes (voir figure 3.8). La sélection automatique considére uniquement
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Courbe du critere MCV* pour une séquence
-128 T T T
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Nombre d'états cachés

F1c. 3.8 — Pour certains jeuz de données, la courbe du critére MCV* posséde un plateau.

A un modéle o cing états cachés (valeur ou le critére est mazximal), un modéle a trois
états cachés (valeur la plus “a gauche” du plateau) est préférable.

le maximum strict du critere, alors que dans le cas de plateaux, des états plus parcimo-
nieux doivent étre choisis. Dans la partie concernant les données réelles, nous choisirons
le modele le plus parcimonieux tel que le critere est supérieur a sa valeur maximale moins
son écart-type empirique. Dans ’expérimentation ci-dessus, une telle méthode ramene a
un méme niveau la fréquence de bonne estimation de K par les criteres de demi-échan-
tillonnage. De plus, elle réduit nettement la fréquence de surestimation par les criteres
MCV* et RLT.

Cas d’un modele générateur trop complexe

Souvent, I'enjeu de la sélection de modeles est de trouver un modeéle parcimonieux,
compte tenu du nombre de données disponibles, plutot que de rechercher la “vraie loi”
(voir section 3.2.3). Son but ne se réduit pas a retrouver le modele générateur de données
simulées. Dans ce cas, en effet, il se peut que ce dernier soit trop complexe par rapport
au nombre de données disponibles.

Ainsi, dans le cas de réalisations d’'un modele de chaine de Markov cachée ayant cing
états cachés tres peu séparés, un modele a trois ou quatre états cachés pourra peut-étre
convenir si le nombre de données observées est modéré. C’est pourquoi nous proposons
d’étudier le comportement des criteres étudiés jusqu’ici, en considérant des réalisations
de longueur 350 d’une chaine de Markov cachées stationnaire bi-dimensionnelle a cinq
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états, ayant la matrice de transition suivante :

0,7 0,1 0,1 0,05 0,05
0,05 0,8 0,05 0,07 0,03
A= 0,03 0,15 0,75 0,03 0,04
0,02 0,01 0,05 0,85 0,07
0,04 0,02 0,02 0,02 0,9

La chaine de Markov correspondante admet pour unique loi stationnaire la loi
m=[0,1072 0,2104 0,1522 0,2074 0,3228 |.

On suppose que la loi de I’état initial de la chaine cachée est cette loi stationnaire. Les
matrices de variance-covariance des lois normales conditionnelles sont égales a 1'identité
pour chacun des 5 états. Les moyennes py de ’état £ valent

0 2,7 2,7 2,0 2,0

M1 = [0} M2 = [2’7} M3 = [ _2’7] M4=[ 1,5 ] s = [ _1’5} .

Remarquons que les moyennes 1, o et 3 sont identiques aux parametres du modele
utilisé dans les expérimentations ci-dessus et correspondent a la séparation la plus faible.
Les parametres py et ps appartiennent a 1’enveloppe convexe de {u1; us ;5 s}, ce qui fait
que les composants du mélange sont tres peu séparées. La figure 3.9 représente les 30
séquences bidimensionnelles de longueur 350 simulées suivant un modele a trois états
cachés (moyennes (1)1, 3) puis suivant un modele a cing états cachés (moyennes
(i:)i=1,..,5), puis 30 séquences de longueur 1 400 simulées suivant le méme modele & cingq
états cachés, I'aspect temporel n’étant pas représenté dans cette figure.

bien séparé. 30 %350 points, mélange trés peu séparé 30 x 1400 points, mélange rés peu sépars

Chaines de longueur 350, Chaines de longueur 350, Chaines de longueur 1400,
trois états cachés cing états cachés cing états cachés

FiG. 3.9 — Jeux de données simulés a partir d’un modéle a trois états bien séparés et
d’un modele a cing états treés peu séparés, avec 30 séquences de longueur 350 ou 1 400.

Nous considérons 30 échantillons de longueur 350. Les modeles en compétition ont
entre un et sept états cachés et le modele gaussien est celui qui a servi a générer les
données, en occurrence le modele [wAI] (modele stationnaire, matrice de variance-
covariance égale a l'identité a un coefficient multiplicatif inconnu pres, commun a tous
les états cachés). L’estimation des parametres par I'algorithme EM se fait de la maniere
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ayant donné les meilleurs résultats dans 1’étude précédente (trois valeurs aléatoires ini-
tiales du parametre, mille itérations au maximum). Les résultats sont résumés dans le
tableau 3.12, qui donne le pourcentage de sélection de chaque modele pour les criteres
BIC, AIC, ICL, la log-vraisemblance marginale pénalisée VMP et différentes variantes
de la validation croisée multiple : demi-échantillonnage répété MCDE et “pair-impair”
PI, validation croisée multiple MCV* et apprentissage-test répété RLT. Comme dans
I’expérimentation précédente, le nombre de répétitions est de dix pour la validation
croisée et les partitions utilisées ont également dix classes.

Méthode Ordre

1 [2 3 [4 |5 J6 |7
PI - - 63% (21 % |13% |3 % |-
MCDE | - - 33% 133% |31% |3% |-
MCV* - - 10% | 17% |39 % | 17% | 17T %
LRT - - - 21% 133 % | 23% | 23 %
BIC - - 90 % | 10 % | - - -
ICL - 13% |84 % |3% |- - -
AIC - - 37% |133% [20% | 7% | 3%
VMP - 30% |70 % | - - - -

TAB. 3.12 — Séquences de longueur 350 simulées suivant un modéle compleze.

D’apres le tableau 3.12, les critéres de demi-échantillonnage “pair-impair” PI et le
critere BIC sélectionnent fréquemment des modeles a trois ou quatre états cachés, ce
qui nous semble étre des valeurs raisonnables vu la faible séparation des composants
du mélange et vu le nombre modéré d’observations. Les criteres de demi-échantillonnage
répété MCDE et AIC sélectionnent le plus fréquemment des modeles ayant de trois a cinq
états cachés. Bien que modele a cinq états soit le modéle générateur, on peut considérer
que ces deux criteres ont une certaine tendance a surestimer la complexité du modele.
Les criteres de validation croisée multiple RLT et MCV* ont une tendance plus forte
a choisir des modeles trop complexes, qui s’explique en grande partie par un aspect en
plateau (voir figure 3.8) qui n’est pas pris en compte par notre protocole. Le critére ICL,
au contraire, sélectionne des modeles séparant au mieux les classes. Vu que celles-ci sont
trés peu séparées, ce critere choisit des modeles plus simples que les criteres précédents.
Enfin, le critere de vraisemblance marginale pénalisée a tendance a choisir des modeles
légerement trop parcimonieux.

Comportement asymptotique

Nous avons évoqué ci-dessus que le but de la sélection de modeles ne se résume
pas a retrouver le modele ayant généré des données simulées. Cependant, une propriété
souhaitable d’un critere de sélection de modele est de sélectionner un modele susceptible
d’avoir généré les données simulées — le plus parcimonieux possible lorsque plusieurs lois
sont identiques, par exemple dans le cas de modeles emboités — avec une probabilité
qui tend vers un lorsque le nombre de données simulées tend vers +oc (consistance du
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critere). Rappelons qu'il n’y a que le critére de vraisemblance marginale pénalisée dont
la consistance soit établie dans le contexte des chaines de Markov cachées (voir section
3.6). Nous vérifions empiriquement si c’est le cas pour les criteres de sélection étudiés,
en reprenant I'expérimentation précédente (dont les résultats sont résumés tableau 3.12)
mais en considérant cette fois des séquences de longueur 1 400. Les autres conditions sont
identiques a celles de I’expérimentation précédente, a ceci pres que le nombre d’itérations
maximal pour l'algorithme EM est porté a 2000. Les résultats sont présentés dans le
tableau 3.13.

Méthode Ordre

1 |2 3 (4[5 |6 |7
PI - - - 3% |173% |21% | 3%
MCDE - - - - 43% (54 % | 3%
MCV* - - 27 % 10% | 17% |30 % | 17 %
RLT - - 3% 20% | 13% |37 % | 27 %
BIC - - - 40% |60 % | - -
ICL - - 30 % 53 % | 17 % | - -
AIC - - - - 47 % | 40 % | 13 %
VMP - - 100 % | - - - -

TAB. 3.13 — Séquences de longueur 1 400 simulées suivant un modéle compleze.

La comparaison des tableaux 3.12 et 3.13 montre que quand le nombre de données
observées augmente, tous les criteres ont tendance a sélectionner un nombre d’états
cachés plus proche de la valeur cing (celle du modele ayant généré les données). Les
criteres de demi-échantillonnage “pair-impair” PI et BIC choisissent le plus fréquemment
des modeles a cinq états cachés, mais alors que PI a une légere tendance a surestimer la
complexité du modele, BIC la sous-estime fréquemment, ce qui parait moins génant vu la
tres faible séparation du mélange. La prise en compte de la forme “en plateau” des deux
criteres conduirait a choisir des modeles plus parcimonieux. Les criteres de vraisemblance
marginale pénalisée VMP et ICL ont une forte tendance a sous-estimer le nombre d’états
cachés. En théorie, VMP est consistant mais apparemment, ce critere nécessite plus de
données observées pour sélectionner le modele générateur, dans le cadre d’'un mélange
de degré si élevé. De plus, il est difficile de vérifier toutes les hypotheses assurant la
validité de ce critere (—mélangeance et intégrabilité de I’entropie a crochets). Enfin, les
autres criteres de validation croisée ont une forte tendance a surestimer la complexité du
modele, de méme que le critere AIC — ce résultat ayant déja été constaté dans le cadre
des mélanges indépendants (voir McLachlan et Peel, 2000 [91] ou Biernacki, 1997 [12]).

Pour confirmer cette tendance des criteres, nous considérons quelques séquences de
longueur 15 000, pour lesquelles nous comparons les criteres PI, BIC, AIC, ICL et VMP.
Les courbes des criteres sont alors tres peu dépendantes de la séquence simulée considérée.
Pour I'une d’elles, nous représentons sur la figure 3.10 les différents criteres en fonction
du nombre d’états cachés.

De maniere générale, tous les criteres sélectionnent tres fréquemment le modele
générateur. Notons que la valeur du critere de vraisemblance marginale pénalisée dif-



190

x 10" Sélection de modele a partir de séquences de longueur 15000

-5.2

I
a
i

Valeur des critéres
I
(92}
(2}

-5.8

<~ Pl
— ~— BIC
ICL 7
— VMP
— AIC

6.2 L L L L L
1 2 3 4 5 6 7

Nombre d'états cachés

Fi1c. 3.10 — Valeurs de cing criteres pour l'une des séquences de longueur 15 000, en
fonction du nombre d’états cachés (en abscisse).

férencie tres peu les modeles ayant plus de trois états cachés; cependant le maximum de
sa courbe est correctement localisé. Les courbes des criteres BIC et ICL possedent un
pic plus marqué localisé en la valeur K = 5. Les criteres PI et AIC ont plutot un aspect
en plateau débutant a la valeur K = 5.

Conclusion

Les expérimentations réalisées sur ces données simulées mettent tout d’abord en
évidence la sensibilité des criteres & la méthode d’estimation des parametres. Dans le
cas général, on doit s’affranchir de 'influence de la valeur initiale de I’algorithme EM
en partant par exemple de plusieurs valeurs aléatoires. Il est également essentiel de
privilégier une condition d’arrét basée sur la croissance relative de la log-vraisemblan-
ce; cependant le nombre maximal d’itérations peut étre limité si on constate que les
parametres et la log-vraisemblance varient peu au-dela de ce seuil. Si I'on utilise la
validation croisée, il parait important de ne pas initialiser I'algorithme EM en estimant
les parametres avec la séquence complete.

Il apparait que BIC et les criteres de demi-échantillonnage, particulierement la métho-
de des séquences paire et impaire, choisissent un nombre d’états cachés pertinent. Notons
que les temps de calcul mis en jeu pour chaque critere sont équivalents entre eux, pour
un nombre fixé d’itérations de I'algorithme EM, étant donné que la complexité de 1’al-
gorithme avant-arriere pour le calcul de la vraisemblance ou ’estimation des parametres
est linéaire par rapport au nombre de données observées (voir chapitre 2). Cependant,
lorsque les ensembles d’apprentissage et de test sont déterminés au hasard, le critere



191

de demi-échantillonnage possede une assez forte variabilité, compensée par la répétition
du tirage des partitions. Ceci multiplie la complexité de la procédure par le nombre de
tirages, et rend le critere “pair-impair” préférable. Cependant, on peut remarquer que
la procédure de validation croisée multiple se parallélise tres facilement, ce qui permet,
si 'on possede assez d’ordinateurs, de calculer les criteres en un temps identique a celui
nécessité par l’identification d’un seul modele. D’autre part, ces critéres sont peu sen-
sibles a la séparation des composants du mélange, si I’'on compare aux résultats obtenus
avec BIC et d’autres critéres par Biernacki, 1997 [12], dans le cas indépendant. Enfin,
les criteres de demi-échantillonnage sont également peu sensibles a la mélangeance de la
chaine cachée.

Les criteres de validation croisée multiple ont tendance a surestimer le nombre d’états
cachés, de méme que le critere AIC. Méme lorsque le nombre d’observations augmente,
la validation croisée multiple conserve cette tendance. A contrario, le critere ICL tend
a choisir des modeles plus parcimonieux que le modeéle générateur, surtout dans les
cas ou les composants du mélange sont peu séparés. Cela s’explique par le fait que ce
critere sélectionne le modele séparant au mieux les composants. Cependant, il semble
que ce critere permette de retrouver le modele générateur lorsque le nombre de données
observées augmente.

Enfin, le critere de vraisemblance marginale pénalisée estime correctement le nombre
d’états cachés lorsque le degré de mélange est faible. En revanche, il semble sous-estimer
le nombre d’états cachés lorsque le nombre de données observées est modéré compte
tenu du degré de mélange. Le nombre de données nécessaire a la sélection du modele
générateur apparait, dans les cas considérés, comme plus important que celui requis par
exemple par les criteres BIC et “pair-impair”.

3.8.2 Données réelles : sélection de modeles en fiabilité de lo-
giciels

Dans cette section, nous présentons une application des chaines de Markov cachées
a la modélisation du processus des défaillances et des corrections d’un logiciel. L’accent
est mis sur la sélection de modeles par les criteres BIC, ICL, AIC, la vraisemblance
marginale pénalisée et la validation croisée, mais nous présentons également I'étape de
modélisation et d’interprétation du modele, dans le contexte de modeles classiques et
généraux en fiabilité de logiciels (processus de Poisson non homogenes et modeles & in-
tensité de défaillance étagée). Cette approche originale de la fiabilité de logiciel a été
présentée dans Durand et Gaudoin, 2002 [45].

Contexte : la modélisation en fiabilité de logiciels

Les études concernant la modélisation en fiabilité de logiciels ont débuté il y a une
trentaine d’années. A ce jour, plus de cinquante modeles stochastiques ont été proposés
pour le processus des défaillances et des corrections de logiciels. Leur role est essentiel-
lement d’estimer la fiabilité actuelle et future du logiciel, sur la base d’observations de
défaillances passées et de corrections, ou une défaillance est définie comme une sortie du
logiciel ne correspondant pas a sa spécification. Un état de I'art récent sur le sujet est



192

disponible dans Lyu, 1996 [88] et Pham, 2000 [100].

Un cadre général pour les modeles stochastiques en fiabilité de logiciels est celui des
processus ponctuels auto-excités, proposé par Gaudoin, 1990 [54], ou encore Chen et
Singpurwalla, 1997 [28]. Soient (7;);>1 les instants successifs de défaillance du logiciel,
avec pour origine Ty = 0. Apres chaque défaillance, le logiciel est corrigé ou non puis
redémarré. Habituellement, on considere que la durée des corrections est négligeable
ou non prise en compte. Les variables aléatoires X; = T; — T;_; sont alors les temps
inter-défaillances successifs. On nomme N; le nombre de défaillances survenues entre
les instants 0 et ¢. Le processus des défaillances est, de maniere équivalente, 'un des
processus aléatoires (1;);>1, (Xi)i>1 ou (IV)i>0. Sa loi est entierement définie par la
donnée de 'intensité de défaillance

1
A= 1lim — P (Nypgt — Ny =1
t dtlin() dt ( t4dt t ‘Ft)
ou F; = 0 ({Ns}o<s<t) désigne la filtration interne du processus des défaillances.

La fiabilité R;(7) du logiciel a l'instant ¢ est la probabilité qu’aucune défaillance
ne survienne pendant une durée quelconque 7 apres ¢, conditionnellement au passé du
processus des défaillances :

t+T1
Ry(r) = P (Nyuy — N, = 0/F) = P (Tos1 — t > 7|F)) = exp (-/ )\sds> .
t

La plupart des modeles de fiabilité de logiciel supposent que (/N;)¢>o est un processus
de Poisson non homogene (PPNH), pour lequel I'intensité de défaillance est une fonction
déterministe continue de ¢ : \; = A(¢). Les plus courants d’entre eux sont :

— le modele de Duane, 1964 [43] ou processus en loi de puissance (PLP) ou A(¢) =

aftF' a e RT3 € R ;

— le modele de Goel et Okumoto, 1979 [60] (GO) ol A(t

— le modele en S de Yamada et al., 1983 [125] (S) ou A(

Rt

La raison principale de I'utilisation répandue de PPNH en fiabilité de logiciels est leur
simplicité d’utilisation, mais leur inconvénient principal est I’hypotheése que l'intensité
de défaillance est une fonction continue du temps ¢ : il est plus réaliste de considérer que
les corrections induisent des discontinuités dans l'intensité de défaillance.

En outre, une caractéristique primordiale d’un logiciel, par rapport au matériel, est
qu’il est sans usure : si un logiciel n’est pas modifié, les temps inter-défaillances X;
ont méme loi et 'intensité de défaillance entre deux exécutions du logiciel doit étre
constante. C’est pourquoi une autre classe de modeles est basée sur 'hypothese que les
X, sont indépendants, de loi exponentielle de parametre ;. L’intensité de défaillance
est alors une fonction étagée. On obtient des modeles plus sophistiqués en considérant
que \; est la réalisation d’une variable aléatoire A; et en modélisant la loi du processus
(Ai)iz1.

Il parait réaliste de faire I’hypotheése que la correction d’un logiciel apres une défail-
lance ne dépend que des sources du logiciel a cet instant et non pas de tout ’historique
des sources. Cette hypothese se traduit par la vérification de la propriété de Markov par
le processus (A;);>1. Ce résultat est montré de maniere plus rigoureuse dans Soler, 1988

Y=Xe? A€ R", ¢ € IR;
t) = af’te™P a € RT,B €
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[111], en faisant notamment des hypothéses sur le processus des entrées du logiciel, qui
est également source de hasard. Sous ces hypotheses, (A;);>1 est une chaine de Markov
et sachant {A; = A;}i>1, les temps inter-défaillances X; sont indépendants, de loi ex-
ponentielle de parametres respectifs les (A;)i>1. La quantité \; peut étre vue comme le
taux de défaillance apres la i*™°correction. Dans ce contexte, définir un modele de fiabi-
lité de logiciel revient a modéliser la chaine de Markov (A;);>;. C’est le cas des modeéles
suivants :

— lorsque les A; sont déterministes, les temps inter-défaillances sont indépendants de
loi exponentielle. Les deux modeles les plus connus vérifiant ces hypotheses sont :
* le modele de Jelinski et Moranda, 1972 [66] (JM) : A; = ¢(N — i+ 1), ¢ €

IRt N eN;
x le modele géométrique de Moranda, 1979 [93] (GM) : A; = A", A € RT,c €
10,1];

— le modele de Littlewood et Verral, 1973 [85] (LV), peut étre vu comme un modele
de cette catégorie ou les A; sont indépendants et de loi Gamma de parametres
respectifs (o, 81 + i8s), (o, B1, B2) € R

— Gaudoin, Lavergne et Soler, 1994 [56], définissent une classe de modeles, appelés
modeles proportionnels, tels que

A 2 1, Ai—l—l = Aie_@"

ou A; et ©; sont indépendants. Les ©; représentent les effets successifs du processus
des corrections :
e O; =0<= A1 = A, signifie que la correction n’a pas d’effet ;
e O, >0 <= A;;1 <A, signifie que la correction réduit le taux de défaillance du
logiciel qui se voit ainsi amélioré;
e O, <0<= A;;1 > A, signifie que la correction détériore le logiciel ;
— le modele de correction imparfaite proposé par Gaudoin, 1999 [55], fait ’hypothese
que
Vi>1, Ay =(1—o;— Bi) Aoy + 1B

ou les a; sont des taux de bonnes corrections et les [3; des taux de mauvaises
corrections. On obtient un modele simple en posant a; = a et 3; = 3 pour tout 7.
Un point commun a tous ces modeles est qu’ils supposent qu’une correction est ef-
fectuée apres chaque défaillance. En pratique, apres des défaillances, les ordinateurs sont
souvent redémarrés sans qu’aucune correction ne soit faite. Les corrections commencent
a etre effectuées quand un nombre de défaillances suffisamment élevé a été observé.
Lorsque un logiciel est dans sa phase opérationnelle, il connait des mises a jour ou des
changements de version plutot que des corrections d’erreurs par paquets successifs, mais
ces deux concepts peuvent étre traités de la méme maniere. Dans le cas ou une correction
est effectuée apres chaque défaillance, il arrive souvent que la plupart d’entre elles soient
mineures, quelques corrections majeures ayant parfois lieu, ce qui peut étre considéré
comme équivalent a un changement de version du logiciel.
Les données en fiabilité de logiciel consistent généralement en une liste de temps
inter-défaillances : le fait que des corrections ont été ou non effectuées et que ces cor-
rections sont mineures ou majeures est inobservé. Il est donc intéressant de prendre en
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compte ces aspects dans les modeles de fiabilité de logiciels : c’est ce que font les chaines
de Markov cachées.

Les chaines de Markov cachées et leur interprétation en fiabilité de logiciels

Utiliser des chaines de Markov cachées — au sens de la définition de la section 1.3 —
pour modéliser le processus X = (X;);>; revient a faire I’hypothese que la chaine de Mar-
kov A = (A;);>1 est & valeurs dans un ensemble fini de cardinal K, noté {\(), ... A(O}.
Rappelons alors les hypothéses sur le processus complet (X, A) :

— A est une chaine de Markov a valeurs discretes inobservée ;

— sachant {A; = \;};>1, les temps inter-défaillances (X;);>1 sont indépendants ;

— sachant {A; = A9}, X; est de loi exponentielle £(A1)).

Ainsi, X est une chaine de Markov cachée a lois d’émission exponentielles, dont les états
cachés sont les taux de défaillance A;.

Une trajectoire de X peut étre séparée en zones homogenes au sein desquelles la
valeur du taux de défaillance A; est constante, égale & A). Des sauts apparaissent dans
le processus des défaillances lorsque la chaine A effectue une transition, ce qui crée
un changement de zone homogene : a la *™¢défaillance, le taux de défaillance passe de
A = 29 a4 A; = MO, Dans la période de test du logiciel, les zones homogenes peuvent
étre interprétées comme des périodes ol aucune correction n’a été réalisée apres les
défaillances, ou seulement des corrections mineures qui n’ont pas eu d’effet significatif
sur le taux de défaillance. Les transitions correspondent alors a des corrections dans
le premier cas et a des corrections majeures dans le second. Pour un logiciel en phase
opérationnelle, les transitions peuvent étre interprétées comme une mise a jour ou la
sortie d’une nouvelle version.

L’avantage du modele de chaines de Markov cachées sur les PPNH est qu’il prend en
compte les discontinuités induites par les corrections, aussi bien que I’absence d’usure du
logiciel. Son avantage par rapport aux modeles (JM), (GM), (MV) et aux autres modeles
pour la chaine A est la prise en compte des périodes homogenes correspondant a la pos-
sibilité de ne pas effectuer de correction. Son inconvénient est que le processus des taux
de défaillance est minoré, ce qui supprime la possibilité d’améliorations arbitrairement
bonnes du logiciel, asymptotiquement. De plus, quand des corrections sont apportées au
logiciel apres chaque défaillance, le taux de défaillance croit de maniere continue, ce que
sont incapables de prendre en compte les chaines de Markov cachées.

D’autre part, différentes hypotheses peuvent étre effectuées concernant le proces-
sus des corrections, qui conduisent a des contraintes sur la matrice de transition P =
(pji);- Considérer une matrice de transition générale revient a admettre la possibilité
d’améliorations et de détériorations quelconques du taux de défaillance. Ceci conduit a
des modeles ne reflétant pas forcément le processus des corrections de maniere fine et
ayant un nombre de parametres indépendants équivalent 3 K2. On peut envisager des
modeles alternatifs ou chaque zone homogene est parcourue une seule fois. C’est le cas
des modeles de croissance de fiabilité au sens strict, ou chaque correction fait décroitre
strictement le taux de défaillance. Des lors, toute transition d’un état vers un autre
état rencontré précédemment doit étre interdite. Cette hypothese induit une matrice de
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transition surdiagonale, de la forme suivante (& une permutation des états pres)

-p1,1 pi2 O 0
0 pro P23 0
P = 0

: Pk-1,Kk-1 PK-1,K
0o ... ... 0 1

Les états cachés sont donc ordonnés : dans le cas ou le taux de défaillance avant la
premiére correction est A9, les états cachés visités par la suite par la chaine de Markov
A seront AUHD AU pourvu que la séquence soit suffisamment longue et que les
Di+1 soient strictement positifs. De plus, le nombre de parametres du modele est une
fonction linéaire de K.

En pratique, il est important de pouvoir prendre en compte la possibilité de cor-
rections imparfaites. Cela se traduit par le fait que le retour a des états précédemment
visités doit étre rendu possible par la matrice de transition P. La maniere de le faire la
plus simple et la moins coiiteuse (en termes de complexité du modele) est d’autoriser
deux transitions uniquement pour chaque état caché (sauf le “premier” et le “dernier”) :
I’'une vers le dernier état visité et 'autre vers le prochain. Cette hypothese est vérifiée si
P est tridiagonale, de la forme suivante (& une permutation des états pres)

[ p11 pi2 0 ... 0 ]
P21 P22 D23 - 0
P=1| o - " 0
PK-1,K
| 0o ... 0 Pk,k-1 PK\K

Une fois de plus, une telle matrice de transition induit un certain ordre sur les états
cachés. Le nombre de parametres du modele reste une fonction linéaire de K.

Les données et leur interprétation compte tenu du modele

Nous utilisons le modele de chaine de Markov cachée sur deux groupes de données
réelles en fiabilité de logiciel. Le premier est constitué des temps inter-défaillances de
neuf logiciels américains de controle-commande, dans leur phase de test et leur phase
opérationnelle. Les neufs séquences, appelées données de Musa, 1979 [95], sont désignées
par M1, M2, M3, M4, M6, M14C, M17, M27 et M40. Leur longueur varie de 38 a 136.
Le second groupe est constitué des temps inter-défaillances de quatre logiciels francais
en période de test (voir Gaudoin, 1990 [54]). Les quatre séquences, de longueur allant de
40 a 395, sont désignées par C1, C2, C3 et C4.

Les parametres du modele de Markov caché sont estimés par l’algorithme EM, ou
le nombre d’itérations maximal est fixé a mille. L’initialisation est aléatoire et se fait a
partir de trois valeurs initiales pour lesquelles 50 itérations sont effectuées, le parametre
de sortie maximisant la vraisemblance servant de valeur initiale a une nouvelle exécution
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d’EM (la justification de ces choix est donnée en partie 3.8.1). Les données étant toutes
issues de logiciels différents, on suppose qu’elles sont les réalisations d’autant de modeles
de chaine de Markov cachée, dont les parametres sont estimés successivement.

Les considérations ci-dessus sur le choix de contraintes concernant la matrice de
transition conduisent a considérer des chaines cachées non stationnaires, fortement sus-
ceptibles au contraire d’admettre des états transitoires et des états absorbants. On choisit
donc un modele tel que la loi (m;); = (P(A; = A9)); de Iétat initial est quelconque.
D’apres la remarque 2.2 de la section 2.3.3, vu qu’une seule séquence est utilisée pour
estimer chaque parametre, on sait que I'estimateur de maximum de vraisemblance de
7w correspond a un état initial déterministe. D’autre part, la vraisemblance est inva-
riante par permutation des états cachés. Nous faisons donc I’hypothese que le taux de
défaillance avant la premiere correction est A(. Dans le cas de matrices de transition
tridiagonales, la permutation des états cachés perturbe leur forme particuliere, mais cela
n’a pas d’influence sur la loi du modele, qui est invariante par ces permutations. Dans le
cas de matrices de transition surdiagonales, le fait de commencer presque stirement dans
Iétat A1) évite la possibilité que certains états ne soient jamais visités.

jeu de données M1 - modéle tridiagonal a 7 états cachés jeu de données M1 - modgle tridiagonal a 7 états cachés
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F1a. 3.11a). Séquence cachée F1G. 3.11b). Etats cachés
la plus probable globalement. les plus probables individuellement.

F1G. 3.11 — Comparaison des méthodes globale (par le MAP) et locale (par les probabilités
de lissage) pour la restauration des états cachés. L’algorithme de Viterbi respecte les
contraintes de la matrice de transition et favorise les zones homogénes.

L’interprétation des temps inter-défaillances en termes de corrections majeures ou de
versions du logiciel repose avant tout sur la restauration des états cachés. Celle-ci est
effectuée par I'algorithme du MAP, dit de Viterbi pour les chaines de Markov cachées
(voir section 2.5). Rappelons qu’il s’agit de trouver la séquence A= (/\ )i>1 maximisant
la probabilité P(A = A|X = x). Une méthode alternative consiste a restaurer les états
cachés par une méthode locale a partir des probabilités de lissage :

A —argmaxP(A =\ X =x).

Les inconvénients de cette méthode est que la séquence restaurée par la méthode lo-
cale peut étre de probabilité nulle dans le cas ou des probabilités de transition sont
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nulles également. D’autre part, ’algorithme de Viterbi tend a donner des périodes ho-
mogenes plus stables, par prise en compte plus forte de la dynamique markovienne des
états cachés. Ces deux aspects sont illustrés figure 3.11. On considere le jeu de données
M1 et un modele tridiagonal a sept états cachés. Les parametres estimés sont tels que
’état 7 correspond au parametre A7) a2 48071 et I’état 5 & A(®) ~ 950, Notons que la
comparaison entre les données observées et les états cachés est aisée dans la mesure ou
E[X;|A; = A\9] = .7;. La transition de 'état 5 vers I'état 7, interdite par la forme tri-
diagonale de la matrice, est pourtant présente dans la séquence restaurée par la méthode
locale (figure 3.11b), entre la 108*¢et la 109°=cdéfaillance). La restauration par le MAP
évite ce probleme (figure 3.11a)). De plus, dans ce dernier cas, il est plus facile de repérer
les zones homogenes qui s’interpretent comme des périodes sans correction majeure du
logiciel ; en revanche, les “oscillations” de la séquence restaurée par la méthode locale
rendent cette interprétation plus difficile.

D’autre part, l'introduction de contraintes sur la matrice de transition conduit a
des modeles essentiellement différents pour le processus X . Ces différences se traduisent
avant tout dans les parametres mais sont également reflétées par la restauration des états
cachés. La figure 3.12 représente les données du jeu M1 superposées a la séquence cachée
la plus probable au sens du MAP, ou le modele considéré a cinq états cachés.

jeu de données M1 - modéle a 5 états cachés et a matrice de transition non contrainte jeu de données M1 - modele surdiagonal a 5 états cachés
— temps inter-aéfaillances, — temps inter-défailances
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F1a. 3.12c). Modéle a matrice tridiagonale

Fi1a. 3.12 — Comparaison des trois types de matrice de transition

Sur la figure 3.12a), un modele & matrice de transition non contrainte a été uti-
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lisé, ce qui autorise a priori toutes les transitions. Sur la figure 3.12b), il s’agit d’un
modele a matrice de transition surdiagonale. On constate alors que les retours a des
états précédemment visités sont interdits, ce qui facilite 'interprétation des zones ho-
mogenes. En effet, les transitions entre états cachés sont acceptées moins facilement par
I’algorithme du MAP qu’avec les autres types de matrice de transition ; de plus les tran-
sitions sont irréversibles, ce qui permet d’interpréter directement les zones homogenes
comme des périodes sans correction majeure du logiciel. La figure 3.12b) représente les
états cachés restaurés pour un modele a matrice de transition tridiagonale. Le retour a
des états déja visités est autorisé mais doit se faire en respectant I’ordre des états induits
par la matrice de transition. Par exemple, le passage de I’état 2 (pour lequel A® ~ 2107!)
a Iétat 4 (A® ~ 13607") doit se faire en passant par I'état 3 (A®) ~ 1071), ce qui se
produit entre la 26°™et la 28*"°défaillance . Notons enfin qu’il n’y a pas coincidence entre
les parametres AY) quand on change de type de matrice de transition : 'état 3 de la fi-
gure 3.12a) (A® ~ 1330~') n’a d’homologue ni sur la figure 3.12b) ni sur la figure 3.12c).

Validation et comparaison de modeles par la prédiction

Comme nous I'avons évoqué en introduction, le role des modeles de fiabilité de logiciel
est essentiellement d’estimer la fiabilité actuelle et future du logiciel, en se basant sur
I’observation des défaillances passées — bien que les modeles de Markov cachés puissent
étre utilisés, en plus de cela, pour identifier les périodes ou le logiciel n’a pas été si-
gnificativement modifié. Ainsi, la qualité des prédictions de la fiabilité fournies par les
différents modeles de chaine de Markov cachée doit étre évaluée et comparée a celle des
modeles classiques de croissance de fiabilité, présentés en début de section. La méthode
usuelle pour comparer les prédictions en fiabilité de logiciels est le critere nommé U-plot
(U pour Uniform), présenté par exemple dans Keiller et al., 1983 [72].

Rappelons que la notation X Zl désigne les ¢ premieres valeurs du processus X. Pour
tout modele de parametre 6, soit Py (X; < z[X =1 — 2'1) la fonction de répartition
prédictive de I'instant de la prochaine défaillance X; sachant les ¢ — 1 premiers temps
inter-défaillances, ou f; est un estimateur de 6 obtenu & partir de 2!, L’idée générale
de la méthode U-plot est de calculer les u; = Py (X; < r;| X't = '), Si I'estimation
est de bonne qualité et que le modele est pertinent au sens de la prédiction de la fiabilité,
alors u doit étre la réalisation d’un processus U7 approximativement de loi uniforme
sur [0; 1], du fait que si Z est une variable aléatoire de fonction de répartition F', alors
F(Z) suit la loi uniforme. La proximité de la loi de U7 avec la loi uniforme, qui mesure la
validité prédictive du modele, est quantifiée par la distance de Kolmogorov-Smirnov K S
entre la fonction de répartition empirique de (u?) et la fonction de répartition théorique
de la loi uniforme, qui est F'(z) = x pour = € [0;1]. Le graphe U-plot est le tracé de la
fonction de répartition empirique de u}. Lorsque plusieurs modeles sont en compétition,
le “meilleur modele” est celui de distance K.S minimale. De plus, pour pouvoir comparer
entre eux les jeux de données, on ramene cette distance a une méme unité en la divisant

par \/n.

Dans le cas de chaines de Markov cachées, on prouve aisément par intégration des
probabilités avant o;(j) = P(A; = AD| X% = &%) (ou probabilités de filtrage, au sens des
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modeles & espace d’états), que

P(XZ < $‘X§71 = -’131 ZF)\U) Zaz 1 pkl

ou F) désigne la fonction de répartition de la loi exponentielle de parametre A.

Remarque 3.4 Dans d’autres contextes que la fiabilité de logiciels, on peut de méme étre
amené a calculer des fonctions de répartition conditionnelles, en utilisant des modéles
de la famille D plus généraux que les chaines de Markov cachées. Si l’on ne dispose
que de ’algorithme d’arbre de jonction de Jensen, Lauritzen et Olesen, 1990 [67] pour
l'inférence, elles ne pourront étre calculées, sauf a faire de l'intégration numérique de
densités conditionnelles. En revanche, st l'on utilise les formules arriére-avant de la
section 2.4, on obtient aisément une expression analytique de ces fonctions de répartitions
faisant intervenir celles des lois d’émission, les quantités arriére et éventuellement les
quantités avant.

La figure 3.13 représente le graphe U-plot pour le jeu de données M1 de Musa, 1979
[95], en utilisant une chaine de Markov cachée a trois états & matrice de transition surdia-
gonale. Ce graphe comporte la fonction de répartition de la loi uniforme (en pointillés) et
la fonction de répartition empirique des (u;);>1 (en trait plein). Sur cet exemple, n = 136

et %zl,&

U-plot pour le jeu de données M40 - KS = 1527
T T T T T

— ~ FdR de laloi uniforme
L | = FdR empirique

Fi1c. 3.13 — Graphe U-plot pour le jeu de données M40, modéle surdiagonal a 3 états
cachés. La courbe en pointillés représente la fonction de répartition de la loi uniforme et
la courbe en trait plein la fonction de répartition empirique. La distance de KS normalisée
est de 1,5.

Remarquons que dans son principe, le critere U-plot est assez similaire a la validation
croisée a une donnée exclue, a ceci pres que seules les i —1 premieres données sont utilisées
pour I'apprentissage (au lieu de toutes les données sauf la i*™¢) et que la validation se
fait par comparaison de fonctions de répartitions théorique et empirique au lieu de la
vraisemblance.

Enfin, l'utilisation du critere U-plot requiert le calcul d’environ n estimateurs de
maximum de vraisemblance par 'algorithme EM. Or on s’attend a ce que 0; soit peu
différent de OZ 1. Pour accélérer la convergence d’EM, on peut étre tenté d’utiliser HZ 1
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Initialisation utiisant l'estimateur de I'étape précédente Initialisation aléatoire
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F1G. 3.14c). Jeu de données M6

F1a. 3.14 — Comparaison des deuz méthodes d’initialisation de U-Plot : F1G. 3.14a)
Initialisation de EM avec 0;_1. F1G. 3.14b) Initialisation aléatoire de EM. Fi1G. 3.14c)
Jeu de données M6.

comme parametre initial de I'algorithme pour calculer 6;. En réalité, cette méthode abou-
tit a une sous-estimation de la séparation des composants du mélange et conduit a des
estimateurs ne maximisant pas la vraisemblance; il est donc essentiel d’initialiser 1’algo-
rithme EM de maniere aléatoire. Ceci est illustré par la figure 3.14, oli un modele a deux
états cachés et a matrice de transition surdiagonale est utilisé sur le jeu de données M6.
Sur la figure 3.14a), 'initialisation de 1'algorithme EM se fait par f; 1 et sur la figure
3.14b), l'initialisation de I’algorithme est aléatoire. Dans le cas d’une initialisation avec
éi,l, les estimateurs varient de maniere plus réguliere en fonction de 7 et restent coincés
autour d’un maximum local de la vraisemblance. Le calcul du critere U-plot nécessite
280 itérations. L’initialisation aléatoire, au contraire, permet d’atteindre des valeurs plus
élevées de la vraisemblance. Cependant, 880 itérations sont nécessaires. La figure 3.14c)
représente les données du jeu M6.

Sélection d’un modele
Nous appliquons les méthodes de sélection de modeles étudiées dans la section 3.8.1

sur des données simulées au choix de 'ordre et du type de matrice de transition des
chaines de Markov cachées pour la fiabilité de logiciels. Tous ces criteres utilisent 1’es-
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timation des parametres par maximum de vraisemblance, cette méthode devant étre
consistante. Notons que cela n’est a priori pas le cas quand les chaines cachées ont des
états transitoires et des états absorbants (cas des matrices de transition surdiagonales).
Le critere de vraisemblance marginale pénalisée est un cas particulier puisque les pa-
rametres sont estimés sous un modele indépendant ; cependant cette méthode s’applique
en théorie a des chaines cachées stationnaires, hypothese peu réaliste dans notre contexte.
Ce critere ne permet donc pas, en particulier, de choisir un type de matrice de transi-
tion. Vu que le nombre d’observations par séquence est en général plutot faible (neuf des
treize séquences sont de longueur inférieure & 80), nous étudions également le critere de
validation croisée a une donnée exclue, ce qui permet également la comparaison avec le
critere U-plot, également calculé.

Considérer un nombre maximal d’états cachés indépendant du nombre de données,
par exemple sept états comme dans la section 3.8.1, conduit a des problemes d’estima-
tion des parametres par l'algorithme EM quand un petit nombre de données est utilisé.
De plus, I'utilisation de criteres basés sur des approximations asymptotiques n’est pas
raisonnable dans ce cas — rappelons que le nombre de parametres pour un modele général
a sept états cachés est de 49, alors qu’on dispose la plupart du temps de moins de 80
données. C’est pourquoi, suivant Bozdogan, 1993 [13], nous limitons le nombre d’états
cachés & min(n%3;7), la valeur sept étant choisie par analogie avec la partie concernant
les données simulées.

D’autre part, les criteres de validation croisée présentent en général un aspect en
forme de plateau. Dans ce cas, on ne choisira pas le modele maximisant strictement le
critere de sélection, mais le modele le plus parcimonieux ayant une valeur supérieure ou
égale a la valeur maximale moins ’écart-type du critere. Ainsi, la figure 3.15 représente
le critere MCMCV* pour le jeu de données C2 : il s’agit d’'une courbe comportant un
plateau a partir du nombre d’états cachés K = 2. Bien que le critere soit en fait maximal
pour K =5, on choisit deux états cachés.

Choix de modéles par le critere MCMCV* pour le jeu de données C2

-2250

Fi1G. 3.15 — Traitement des courbes de critéres en plateau : ici MCMCV*. Le critére est
mazximal pour 5 états cachés mais la courbe est en plateau a partir de deux états cachés :
nous choisissons donc la valeur de début de plateau.

Le tableau 3.14 donne le couple (type de matrice de transition, nombre d’états cachés)
pour chaque jeu de données et chaque critere. Le symbole 'p’ désigne une matrice de tran-
sition pleine (i.e. non contrainte), ’s’ désigne une matrice de transition surdiagonale et ’t’
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Données cit C2 C3 C4 M1 M2 M3 M4 M6 M17 M27 M40 M14C
n 169 395 40 46 136 54 38 B3 73 38 41 101 36
PI s, 3 p2 s2 t3 s3 p3 p2 5,2 p,2 8,2 s,2 s,2 P,2
DES 2 p2 82 t3 s2 82 82 p2 p2 8,2 s,2 p,2 P,2
MCDE P2 p2 82 83 s4 s2 s2 p2 p2 8.2 s,2  p,2 P,2
MCV* t3 p2 82 s3 83 s2 82 s2 p2 pl  s3  s3 p,2
MCMCV* | 8,3 p,2 s2 s3 t3 82 82 s2 p2 3 s,2 t,3 p,2
RLT 2 p2 p2 p2 s4 83 p2 s3 p2 p,2 S,2 s,2 t,3
RLTP 2 p2 83 p3 p3 83 p2 s3 p2 p2 p2 8,2 p,2
vVC 2 82 82 s4 83 82 82 p2 p3  s3 s,2 s,2 p,2
KS t,2 82 83 s3 s5 t4 s3 83 t3 8,3 t,2 s,2 p,2
BIC P2 p2 p,l 82 82 82 82 82 p2 5,2 S,2 s,2 p,2
ICL P2 p2 p,l 82 82 82 82 82 p2 8,2 S,2 s,2 p,2
AIC P2 p2 82 s2 82 p2 s2 s2 p2 p2 82 S,2 P2
VMP P2 p2 pl p2 p2 p2 p2 p2 p2 p2 p2 p,2 p,2

TAB. 3.14 — Couple (type de matrice de transition, nombre d’états cachés) sélectionnés
par les différents critéres en fonction du jeu de données. Le symbole ’p’ désigne une
matrice de transition pleine, ’s’ désigne une matrice de transition surdiagonale et 't’ une
matrice de transition tridiagonale.

une matrice de transition tridiagonale. Les criteres considérés sont BIC, AIC, ICL et les
différentes variantes de la validation croisée : demi-échantillonnage simple DES, répété
MCDE, “pair-impair” PI, validation croisée multiple MCV* et MCMCV*, apprentissage-
test répété RLT et validation croisée a une donnée exclue VCS. La répétition dans les
variantes Monte-Carlo de la validation croisée est effectuée six fois. Les partitions uti-
lisées dans MCV*, MCMCV* et dans RLT possedent cing classes (quatre d’entre elles
étant utilisées pour l'estimation des parameétres et la cinquieéme pour la validation). On
considere également le critere RLTP avec trente tirages des partitions, pour obtenir un
critere RLT avec un nombre d’apprentissages et de tests égal & celui de MCMCV*. Nous
présentons également les modeles choisis par le critere U-plot, en maximisant le critere
numérique KS.

Tout d’abord, ces résultats mettent en évidence le peu d’intérét du modele ’t” a
matrice de transition tridiagonale, qui n’est presque jamais sélectionné. Notons que pour
K < 2, ce modele est identique au modele non contraint 'p’. Mis a part le critere U-plot,
qui accepte visiblement des modeles trop complexes, et peut-étre le critere de validation
croisée VCS a une donnée exclue, les modeles sélectionnés par les criteres sont plausibles.
On vérifie en considérant les parametres estimés et par restauration des états cachés que
pour des modeles plus complexes (typiquement avec cing états cachés), des parametres
d’émission égaux ou des états jamais visités apparaissent. Ainsi, sur la figure 3.12 ou
on considere un modele a cinq états cachés, certains d’entre eux sont pratiquement
inutiles et sont associés a une unique donnée observée. Dans d’autre cas, I’égalité de
deux parametres d’émission se traduit par des oscillations artificielles dans la séquence
restaurée.

Notons le comportement tres similaire des criteres BIC, ICL et AIC sur pratiquement



203

tous les jeux de données. De maniere général, ces trois criteres choisissent des modeles
extrémement parcimonieux (jamais plus de deux états cachés, soit quatre parametres
indépendants). D’avis d’expert, des modeles si parcimonieux sont inattendus et nous
pensions trouver plus de périodes homogenes dans les temps inter-défaillances. Cepen-
dant, les modeles sélectionnés semblent adéquats pour l'interprétation des données, sauf
peut-étre pour les jeux de données C3, C4 et M1.

En effet, un modele a deux états cachés a matrice de transition surdiagonale — choisi
par les criteres de demi-échantillonnage — parait plus adapté au jeu de données C3 que
le modele exponentiel d’indépendance (correspondant & un état caché) — choisi par les
criteres BIC, ICL et VMP. La figure 3.16a) compare les états cachés restaurés pour des
modeles a un et a deux états cachés.

Pour le jeu de données C4, un modele a trois états cachés — de nouveau choisi par les
criteres de demi-échantillonnage — permet une interprétation plus évidente que le modele
a trois états cachés — choisi par les criteres AIC, BIC, ICL et VMP (voir figure 3.16b).
En revanche, on peut vérifier par un examen des parametres estimés qu’un modele plus

complexe est inutile (par exemple le modele (s,4), choisi par validation croisée a une
donnée exclue VCS).

Etats cachés pour le jeu de données C4.
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F1G. 3.16a). Jeu de données C3 F1G. 3.16b). Jeu de données C4

F1a. 3.16 — Comparaison des séquences cachées restaurées : F1G. 8.16a) Modéles a un
ou deuzx états cachés pour le jeu de données C3; F1G. 8.16a) Modéles a un ou deux états
cachés pour le jeu de données C4.

Enfin, pour le jeu de données M1, le choix par les criteres AIC, BIC, ICL et VMP d’un
modele a deux états cachés est étonnant. Un modele a trois voire a quatre états cachés,
choisis respectivement par la validation croisée “paire-impaire” et le demi-échantillon-
nage Monte-Carlo, parait plus judicieux d’un point de vue visuel et pour I'interprétation
des données. La restauration des états cachés pour le modele (s,4) est analogue a la figure
3.12 b).

Notons que pour les jeux de données M4 a M40 et M14C, les criteres de validation
croisée multiple (c’est-a-dire tous sauf VCS) sont assez bien en accord avec BIC, ICL,
AIC et VMP. Les criteres de demi-échantillonnage “pair-impair” et BIC coincident exac-
tement. Tous jeux de données confondus, les criteres de demi-échantillonnage tendent a
sélectionner des modeles moins complexes que les autres criteres de validation croisée.
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Les criteres de validation croisée a une donnée exclue et le critere U-plot, qui sont plutot
similaires du point de vue du calcul, ne coincident pas mais sélectionnent tous deux des
modeles visiblement plus complexes que nécessaire, le critere U-plot choisissant parfois
un nombre d’états cachés peu raisonnable.

Pour conclure, les criteres de demi-échantillonnage PI et MCDE fournissent des
modeles pas trop complexes mais permettant une interprétation aisée et visuelle, en
terme de périodes homogenes, des temps inter-défaillances. Les criteres BIC, ICL, AIC
et VMP choisissent la plupart du temps les mémes modeles que PI et MCDE mais par-
fois des modeéles moins complexes, d’interprétation moins évidente. Les autres criteres
de validation croisée ont une légeére tendance & préférer des modeles plus complexes (cas
de RLT, RLTP, MCV* et MCMCV*), voire des modeles trop complexes (VCS) ou dans
certains cas déraisonnables (U-plot, autrement dit KS).

Comparaison des chaines de Markov cachées avec les modeles classiques
en fiabilité de logiciels

Le tableau 3.15 rappelle, pour chaque jeu de données, le modele sélectionné par le
critere BIC. Puis la capacité prédictive de ce modele, mesurée par le critere U-plot, est
comparée a celle des modeles classiques en fiabilité de logiciels. Le tableau indique le
rang de chaque modele.

Jeude |C1 C2 C3 C4 M1 M2 M3 M4 M6 MI17 M27 M40 M14C
données
matrice | p p p p S S S S p S S S p
K 2 2 1 2 2 2 2 2 2 2 2 2 2
CMC 1 1 5 5 4 4 4 2 1 2 2 2 1
PLP 4 2 4 3 2 3 3 1 2 5 4 3 5
GO 2 4 1 2 3 2 2 4 4 3 3 4 6
S 5 6 6 4 5 5 5 5 5 6 5 5 3
JM 6 5 2 6 6 6 6 6 6 1 6 6 2
GM 3 3 3 1 1 1 1 3 3 4 1 1 4

TAB. 3.15 — Comparaison des chaines de Markov cachées avec les modeles classiques
de fiabilité de logiciels. Les colonnes indiquent, pour chaque jeu de données, le rang des
modeles ordonnés par leur valeur du critére U-Plot.

Le rang moyen de chaque modele, calculé en utilisant le rang obtenu par ce modele
pour chaque jeu de données, est présenté dans le tableau 3.16. Ce rang est fonction du
critere utilisé pour la sélection des modeles de chaine de Markov cachée.

Il apparait donc que, relativement aux modeles classiques de fiabilité de logiciels, les
chaines de Markov cachées ont une bonne capacité prédictive en moyenne. Leur per-
formance prédictive peut étre améliorée en basant la sélection de ces modeles (nombre
d’états cachés et type de matrice de transition) sur le critere U-plot au lieu d’autres
criteres (par exemple BIC, dans le tableau 3.15 et la premiére colonne du tableau
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BIC KS
CMC || 2,6 2,2
PLP | 32 34
GO | 31 32
S | 50 50
IM || 4,9 49
GM || 2,2 2,3

TAB. 3.16 — Rang moyen, sur les différents jeur de données, des modéles de fiabilité de
logiciels, classés en fonction du critére U-plot.

3.16). Cependant, les modeles choisis par U-plot ont tendance & étre plus complexes
que nécessaire, du point de vue de ’estimation de densité.

Le modele de chaine de Markov cachée se révele en général performant, au sens du
critere U-plot, quand la fiabilité du logiciel reste constante par morceaux. En revanche,
quand celle-ci évolue de maniere continue au cours des défaillances successives, ce modele
se révele incapable d’anticiper la croissance de la fiabilité, contrairement aux autres
modeles qui, justement, essaient de modéliser cette croissance. Cependant, sur certains
jeux de données comme par exemple C4 (représenté figure 3.16b), ou les données sont
nettement étagées, on s’attendrait a ce qu'une chaine de Markov cachée ait une bonne
capacité prédictive. Or il s’agit d’'un des modeles les moins performants : ceci s’explique
sans doute par le fait que dans le calcul du critere U-plot, I’estimation des parametres
se fait en utilisant les ¢+ — 1 premieres valeurs de la séquence, pour chaque valeur de 1.
Pour le modéle a trois états cachés utilisé sur la figure 3.16b), la signification des états
change donc pour chaque 6; et il est difficile, dans ce cas, d’essayer de relier les résultats
du critere U-plot a 'interprétation visuelle de la chaine de Markov cachée.

Conclusion et perspectives

En définitive, I’approche par chaines de Markov cachées offre de nouvelles possibilités
en modélisation de la fiabilité de logiciels. Ces modeles prennent en compte des facteurs
qui ne sont pas représentés par d’autres modeles usuels, comme ’existence de périodes
homogenes. Leur capacité prédictive est plutot bonne en général. Dans les autres cas,
cette approche reste intéressante pour repérer les instants des corrections majeures.

Une limite des chaines de Markov cachées, par rapport aux modeles concurrents, est
leur incapacité a anticiper la croissance de la fiabilité quand celle-ci évolue de maniere
progressive et non par paliers. Il est donc intéressant de considérer l’extension sui-
vante, qui prend en compte I’évolution de la fiabilité suivant un modele de croissance,
a l'intérieur des périodes homogenes. Ceci conduit a des mélanges de modeles usuels
avec un régime markovien pour les transitions. Par exemple, un “modele géométrique de
Moranda de Markov caché” correspond & I’hypothése que sachant A; = A9, X; est de

loi a(A(j)c;_l), le processus (A;); demeurant une chaine de Markov.
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3.9 Conclusion sur la sélection de modeles

Les expérimentations menées sur les modeles de chaine de Markov cachée avec des
données simulées et des données réelles mettent en évidence, en premier lieu, I'impor-
tance des précautions suivantes lors de ’estimation des parametres par 1’algorithme EM.
D’une part, cet algorithme est véritablement sensible a la valeur du parametre initial.
L’algorithme EM ¢ la Gibbs ne parvient pas a atténuer suffisamment cette sensibilité
et il est préférable de considérer plusieurs valeurs initiales aléatoires du parametre. De
plus, le critere d’arrét est lui aussi déterminant : il doit étre de préférence basé sur la
croissance relative de la log-vraisemblance. Les performances des méthodes de sélection
de modeles envisagées sont déterminées par celles de ’estimation des parametres par
I’algorithme EM.

D’autre part, les criteres BIC et de demi-échantillonnage, en particulier PI, basé sur
les sous-séquences d’indices pairs et d’indices impairs, sélectionnent généralement des
modeles raisonnablement parcimonieux, compte tenu du nombre de données disponibles.
Nous recommandons donc ces deux méthodes de sélection de modeles. Le critére ICL,
en accord avec son objectif, rejette les modeles a composants peu séparés, ce qui conduit
en général au choix de modeles plus parcimonieux que ceux sélectionnés par BIC et PI.
Le critere de vraisemblance marginale pénalisée sélectionne un nombre d’états cachés
correct lorsque les composants sont séparés. Dans le cas de mélanges tres imbriqués,
il différencie assez peu les modeles les plus plausibles, ce qui aboutit a la sélection de
modeles parcimonieux (par rapport & BIC et PI) a4 moins que le nombre de données
observées ne soit tres élevé. Enfin, le critere AIC et la validation croisée multiple ou a
une donnée exclue ont tendance a favoriser des modeles trop complexes, en particulier
dans le cas de données réelles. Quant aux méthodes basées sur les tests, leur mise en
ceuvre serait intéressante, pour déterminer leur comportement par rapport aux autres
criteres.

Notons, dans le cadre du choix du nombre d’états cachés, le manque de résultats
théoriques sur la loi de la valeur sélectionnée par les différents critéres, mis a part pour la
vraisemblance marginale pénalisée. De plus, toutes les méthodes considérées sont a priori
inadaptées a la sélection de modeles dans le cas de chaines cachées possédant des états
transitoires ou des états absorbants, pourtant d’un grand intérét pour de nombreuses
applications. Il n’en reste pas moins qu’elles sont utiles et performantes dans les situations
rencontrées au cours de ce chapitre, c’est pourquoi leurs propriétés théoriques gagneraient
a etre étudiées. Nous rencontrerons au chapitre 4 un probleme de sélection de modeles
ou ’application des méthodes ci-dessus ne conduit pas a des modeles utiles vis-a-vis de
I’'usage que nous souhaitons en faire, ce qui est ’occasion de rappeler 'importance, dans
la sélection d’un modele, de la prise en compte de son utilisation finale.
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Chapitre 4

Application : étude de courbes de
consommation électrique

4.1 Introduction

Dans cette section, nous présentons une étude réalisée en collaboration avec le dé-
partement “clientele” de EDF-DRD CLAMART et ayant pour objet ’analyse statistique
de courbes de consommation électrique. Dans un premier temps, nous justifions I’emploi
de chaines de Markov cachées pour la modélisation de ces courbes de consommation.
Puis nous étudions 'effet sur la log-consommation de facteurs contr6lés (mois, jour,
heure, type de contrat et puissance maximale souscrite), par une analyse de variance.
Les résidus sont alors modélisés par une chaine de Markov cachée. Ensuite, les états
cachés sont restaurés puis interprétés grace a un tableau de contingence mettant en
relation les états cachés restaurés et la consommation de différents appareils électriques
(ou usages) lorsque celle-ci est disponible. Un objectif de cette étude est de permettre
I’estimation de la consommation de chaque usage dans le cas ou elle est inconnue; nous
donnons donc une méthode pour estimer ces consommations. Cette technique se base
sur le tableau de contingence et les états cachés restaurés. Nous montrons comment la
prise en compte d’informations a priori sur la consommation permet de rendre cette
estimation plus réaliste. Enfin, nous abordons le probleme de la sélection de modeéles.
Les criteres classiques conduisent a des modeles extrémement complexes qui rendent tres
difficile I'interprétation des états cachés par leur mise en correspondance avec les usages.
C’est pourquoi nous présentons des méthodes alternatives pour choisir un modele. Les
résultats de cette étude sont présentés, avec en particulier 'interprétation des états cachés
et I’estimation des usages sur des courbes de test.

4.2 Problématique

Les données

Il s’agit d’exploiter les résultats d’une campagne de mesure des principaux usages
domestiques de la clientele résidentielle d’EDF : le chauffage électrique (désigné par ’abré-
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viation CHA), l'eau chaude sanitaire (ECS), 1’éclairage halogene (H), 'éclairage non
halogéne (NH), les autres types d’éclairage (ECL), le lave-vaisselle (LV), le lave-linge
(LL), le seche-linge (SL), la cuisson classique (CUI), les équipements de télévision et
chaine hi-fi (TVH), les appareils de réfrigération (FRD), les autres appareils électriques
(AUT). La consommation totale du logement, tous usages et appareils confondus, est
également mesurée. Cette campagne concerne 100 clients dont les usages sont mesurés
sur une année entiere, toutes les dix minutes.

En réalité, nous ne disposons pas, pour notre étude, de ces données mesurées, mais
de données simulées fournies par EDF : 750 courbes de charge donnant la consommation
totale journaliere du logement (une mesure toutes les dix minutes). Ces courbes sont
simulées de maniere a respecter les variations de la consommation totale dues au jour de
I’année, a I’heure de la journée et au type de tarif, entre autres. Nous disposons également
de 250 courbes comportant la décomposition par usage (méme fréquence des mesures).
Il s’agit de courbes obtenues par ajout de bruit a des courbes réelles.

Enjeux de cette campagne

Les apports attendus d’un modele statistique pour ’analyse de ces courbes de consom-
mation sont :

1. I’étude des variations de la consommation en fonction de différents facteurs con-
trolés : le mois, le jour de la semaine ou du mois, I’heure, le type de tarif (normal,
nuit ou EJP) et la puissance souscrite ;

I’estimation des usages quand seule la consommation totale est connue;
la prévision de la consommation future de logements ;
la simulation de scénarii de consommation électrique;

la classification de courbes de charges, afin de créer une typologie des clients;

A

I’étude, plus globalement, des habitudes de consommation des clients en fonction
des caractéristiques de leur logement et du type de contrat souscrit.

Dans ce qui suit, nous nous intéressons principalement aux deux premiers points, en
nous basant sur le modele des chaines de Markov cachées. Les points 3 et 4 peuvent
étre traités facilement en utilisant les algorithmes des chapitres 2 et 3. Enfin, comme
perspective de ce travail, nous donnons quelques pistes permettant de traiter les points
5 et 6.

4.3 Modélisation

L’idée a I'origine de la modélisation de la consommation électrique par des chaines de
Markov cachées est la suivante. Nous faisons ’hypothese que la consommation électrique
d’un logement s’explique essentiellement par I’existence de périodes homogenes du point
de vue de la consommation électrique et qu’a l'intérieur de chacune de ces périodes, les
fluctuations de la consommation sont dues au hasard. Par exemple, pour un ménage,
les périodes de comportement homogenes peuvent étre interprétées en termes de type
d’activité domestique, qui induit différents niveaux de consommation électrique : repos,
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lessive, préparation de repas, veillée avec utilisation de la télévision ou de la chaine hi-fi,
etc. De telles activités, relativement homogenes par tranche de temps, sont modélisées
par des chaines de Markov. Or nous ne disposons pas du type d’activité des ménages,
mais seulement de leur consommation totale, c’est pourquoi les valeurs de la chaine de
Markov sont cachées. Du fait que, dans une période homogene donnée, les fluctuations
de la consommation sont dues au hasard uniquement, les consommations instantanées
sont conditionnellement indépendantes sachant 1’état latent et suivent une loi de type
connu (par exemple une loi gaussienne).

En définitive, le modele est donc le suivant. La consommation électrique est décrite
par deux processus : le processus observé (Yi,...,Y,) = YT de la consommation élec-
trique proprement dite, & valeurs dans IR, et un processus caché (Si,...,S,) = ST, a
nombre fini d’états et a valeurs dans {1, ..., K}, qui sont tels que :

— ST est une chaine de Markov homogene, irréductible et stationnaire de matrice de

transition P et de distribution stationnaire 7 ;

— les Y; sont indépendants conditionnellement aux Sj ;

— sachant Sy = 7, Y} suit une loi de densité fp, appartenant a une famille paramétrée

(Pp)oco-
Il s’ensuit que la loi de Y7 est celle d'une chaine de Markov cachée — au sens de la
définition de la section 1.3.

Remarque 4.1
— Le choiz de la famille (Py)gco des lois d’émission, qui modélise la nature du bruit,
est bien sur important. Nous choisirons une famille gaussienne, de sorte que 0 =
(u,0?%) ot u représente la moyenne et o? la variance. Ce choiz est justifié dans les
sections 4.4 et 4.5.2.
— Sous les hypothéses ci-dessus, pour chaque t compris entre 1 et n, la loi marginale
de Y; est une loi de mélange, car

fr(y) = Zﬁjfoj(y)-

4.4 Prétraitement des données

Nous considérons, dans un premier temps, les courbes de charge journaliere de la
consommation électrique totale, les usages n’étant pas disponibles. Dans le cas de me-
sures réelles de la consommation dans des logements, on peut faire ’hypothese que les
consommations journalieres de différents logements sont des réalisations de plusieurs
modeles distincts. Cependant, nous disposons en 'occurrence de courbes simulées, que
nous supposons étre des réalisations mutuellement indépendantes d’'un méme modele.
Préalablement, nous effectuons une analyse de variance en fonction de différents facteurs
controlés. En réalité, un modele a structure cachée vise a mettre en évidence des effets
non mesurables directement a partir des covariables disponibles. Il est donc important
de travailler orthogonalement aux effets controlés. Ainsi, la modélisation par chaines de
Markov cachées doit se faire sur les résidus d’un modele validé d’analyse de variance.
Notons que de la sorte, on consolide I'hypothese de stationnarité du processus observé
(sa non stationnarité implique celle du processus caché).
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Dans I’analyse de variance, les variables aléatoires sont supposées gaussiennes. L’his-
togramme de gauche sur la figure 4.1 représente la répartition de tous les relevés de
consommation électrique globale (G):, tandis que celui de droite représente celle de leur
logarithme. Nous constatons (visuellement) que I’hypothése d’une loi gaussienne ou de
mélange gaussien est nettement plus plausible pour les (log(Gy)): que pour les (Gy);.

. > Histogramme du logarithme des consommations électriques
x10" Histogramme des consommations électriques 55510 "stogramme du fogan™ " " i

Effectifs
Effectifs

L L L
1000 1200 1400 1600 -1 0 1

o 200 400 6 2 3 4 5
Valeur de la consommation électrique Valeur de Ia log-consommation électrique

6 7 8

Consommations électriques Logarithme des consommations électriques

Fi1G. 4.1 — Histogramme des consommations électriques et leur logarithme.

Les facteurs contr6lés disponibles sont les suivants : type de contrat (ou tarif) c,
puissance souscrite p, mois m, heure du jour h, jour du mois et jour de la semaine.
La partie concernant la sélection des facteurs et de leurs interactions dans I’analyse de
variance est reportée dans la section 4.7, dédiée a la sélection de modeles. Nos conclusions
sont que la prise en compte des effets jour du mois et jour de la semaine contribue a
n’expliquer que peu de déviance par rapport aux autres facteurs controlés; ces effets
sont donc ignorés. En outre, la prise en compte d’interactions entre facteurs autres que
le mois et le tarif n’est pas pertinente non plus. De plus, les tarifs “nuit” et “EJP” sont
regroupés dans une méme modalité de I'effet ¢ — I'autre modalité étant le tarif “normal”.

En définitive, nous considérons le modele suivant d’analyse de variance pour le loga-
rithme de la consommation électrique globale G, ppc.t

log(Gm,h,p,c,t) =a+ ﬁm + v+ 5p + ne + Cc,m + €. (41)

Les estimateurs des coefficients associés aux facteurs mois et heure sont représentés figure
4.2. Par convention, pour chaque effet controlé, la valeur du parametre pour la premiere
modalité est nulle.

Nous proposons ensuite de modéliser le processus des (g;); par une chaine de Markov
cachée, de sorte que par cohérence avec les notations utilisées dans la section 4.3, la
séquence (e1,...,&,) est notée Y7. Dans le modele d’analyse de variance, les résidus
(¢); sont supposés indépendants et de loi normale de moyenne nulle et de variance o2.
L’idée présidant a notre tentative de modélisation est précisément que ces hypotheses
d’indépendance et de normalité sont douteuses dans le contexte de courbes de consom-

mation électrique.
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effet du mois effet de I'heure
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F1G. 4.2 — Estimateurs de paramétres de [’analyse de variance pour les effets dus au mois
et a l’heure.

4.5 Interprétation des états cachés

Une compréhension fine du modele passe par 'interprétation des états cachés. D’une
part, celle-ci permet d’associer un niveau de consommation moyen a chaque état. En
outre, la restauration des états cachés permet d’obtenir des histogrammes reflétant la
distribution empirique conditionnelle de la consommation dans un état donné. Enfin,
la mise en correspondance des usages et des états cachés permet leur interprétation en
terme de type d’activité.

Dans ce qui suit, nous considérons un modele de chaine de Markov cachée a K =7
états cachés. Ce choix est expliqué dans la section 4.7, dédiée a la sélection de modeles.
Les parameétres du modele sont estimés par 'algorithme EM & partir des résidus (y;);
de ’analyse de variance. Pour ce faire, nous disposons de 856 courbes de longueur 144,
supposées étre des réalisations indépendantes d’'un méme modele. Les 144 données par
séquence correspondent a des mesures effectuées toutes les dix minutes pendant une
journée. L’algorithme est initialisé de maniere aléatoire, en considérant trois valeurs
initiales du parametre. Le nombre maximal d’itérations est fixé a 10 000. De nombreux
relevés de la consommation sont manquants, c’est pourquoi nous utilisons 1’algorithme
EM de la section 3.4.3, adapté au cas de variables aléatoires Y; supprimées.

4.5.1 Restauration des états cachés

Les états cachés (8;); les plus probables sont calculés pour chaque courbe séparément
par lalgorithme du MAP (dit algorithme de Viterbi, pour les chaines de Markov cachées,
voir section 2.5). Cet algorithme détermine les états cachés maximisant la probabilité
conditionnelle de la chaine cachée entiere, sachant les observations. La figure 4.3 permet
la comparaison, pour une courbe donnée (courbe numéro 1), de la consommation é-
lectrique globale (¢;)1<i<144 (cadre supérieur), son logarithme (log(c;))1<i<144 (cadre du
milieu) et les résidus (y;)1<t<144, SUperposés aux états cachés restaurés par I'algorithme
de Viterbi (cadre inférieur).

Les sept états cachés se distinguent par la valeur de la moyenne et de la variance
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Fic. 4.3 — Consommation, log consommation, résidus et états cachés pour la courbe
numéro 1. En haut, la consommation électrique globale ; au milieu, la log-consommation ;

en bas, les résidus de ’analyse de variance et les états cachés restaurés.

des lois conditionnelles gaussiennes. Les moyennes estimées (fi;)1<j<7 sont données par
Péquation (4.2). On peut renommer (C1,...,C7) les indices des états cachés en les
ordonnant ces derniers par valeur décroissante de fi;.
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(4.2)

La variance estimée est du méme ordre de grandeur pour les différents états cachés, a
savoir d’environ 0,065 sauf pour 1’état 3 (aussi appelé C7 et correspondant aux consom-
mations les plus faibles), ou elle est trois fois plus élevée. Ainsi, les états cachés sont
essentiellement liés aux différents niveaux de la log-consommation, corrigée des varia-
tions saisonnieres et de celles dues au type d’abonnement.
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4.5.2 Estimation de la densité marginale et des densités condi-
tionnelles

Le nombre d’états cachés peut étre vu comme le nombre de composants de la loi mar-
ginale de Y}, puisqu’il s’agit d’une loi de mélange (voir remarque 4.1). Pour apprécier
visuellement la qualité de ’estimation de cette densité marginale, nous superposons [’his-
togramme des valeurs observées (y;); avec la densité théorique en utilisant les parametres
estimés. La figure 4.4 représente cet histogramme superposé a la densité marginale es-
timée, qui est une loi de mélange gaussien a sept composants.

Histogramme des résidus
T T

effectifs

-5 -4 -3 -2 -1 0 1 2 3 4
valeur des résidus

F1aG. 4.4 — Densité marginale théorique et empirique des résidus.

De plus, la restauration des états cachés permet de tracer, pour chaque valeur &
des états cachés, I’histogramme des résidus y; dont 1’état le plus probable est k (au
sens du MAP). Nous superposons ensuite cet histogramme a la densité conditionnelle
estimée de Y; sachant S; = k, en 'occurrence la loi N (jig,63) - voir figure 4.5. Nous
constatons une bonne coincidence entre les deux courbes pour chacun des états cachés.
Ceci tend a justifier I’hypothese que les lois d’émission sont en effet log-normales, si I’on
consideére la consommation électrique (nous étudions en réalité son logarithme). D’autre
part, 'interprétation des états cachés en est facilitée. En revanche, une non coincidence
n’apporte pas d’information sur la qualité du modele, car ’algorithme de Viterbi utilise
une procédure d’affectation par un principe de maximum a posteriori (MAP) qui ne
respecte pas nécessairement la répartition des composants, notamment lorsqu’ils sont
peu séparés.

4.5.3 Mise en correspondance des usages et des états cachés

Dans cette section, nous exposons comment tirer parti des états cachés restaurés
(8:); et de la connaissance des usages pour certaines courbes (en nombre R = 444),
pour interpréter les états cachés en termes d’usages privilégiés. Dans un premier temps,
nous utilisons les données concernant les usages pour calculer la quantité suivante, pour
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F1G. 4.5 — Histogrammes des résidus conditionnellement a [’état caché le plus probable.

chaque usage u et chaque état caché j :

144

R
nju =YY consop(t)ls,—;

r=1 t=1

ol conso, (t) représente la consommation a l'instant ¢ due a 1'usage u, pour la courbe de
numéro r. La consommation globale, toutes courbes confondues, s’exprime donc par

Z Z Z consoy, () 1z, =3 -

On obtient un tableau de contingence (nj,) dont les lignes j correspondent aux états
et les colonnes u aux usages et pour lequel on peut calculer la statistique DZ du x?,
mesurant ’écart a I'indépendance des douze usages et des K états. Nous normalisons
cette statistique par le nombre de degrés de liberté, soit 11(K —1), afin de nous ramener &
des variables aléatoires d’espérance unitaire. L’interprétation des états cachés par rapport
aux usages passe par une analyse factorielle des correspondances.

L’inertie du nuage des (n;y);j, @ un pourcentage de représentation de 99% dans le
premier plan principal de I’analyse des correspondances (figure 4.6). Tous les états et
tous les usages sauf I’éclairage non halogéne NH sont bien représentés dans ce plan.
Les états sont situés sur une parabole sur laquelle ils sont ordonnés, suivant la valeur
de la moyenne de leur loi d’émission. Il s’agit de V'effet Guttman, di au fait que les
états ont une signification quantitative et qu’il existe une relation non-linéaire entre les
deux axes principaux (au sujet de effet Guttman, voir par exemple Lebart, Morineau
et Piron, 1995 [80]). Les usages sont pratiquement situés sur cette parabole. Ainsi, le
premier axe principal est tres fortement lié a I'intensité de la consommation électrique
et oppose les valeurs maximales (état Cl) — associées principalement & ’eau chaude
mais aussi au lave-vaisselle, lave-linge et seche-linge — aux valeurs minimales (états C7,
C6 et CH) — associées a la réfrigération. Le deuxiéme axe principal oppose les consom-
mations intermédiaires — liées a I’halogene, qui a un profil atypique, et au chauffage —
aux consommations extrémales. Le quadrant “sud-ouest” correspond essentiellement aux
consommations nocturnes ou la réfrigération représente 1'usage dominant, ainsi que la
télévision quand elle est en veille.
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F1G. 4.6 — Représentation des états et des usages dans le premier plan principal de ’AFC
(modéle a 7 états cachés).

4.6 Estimation de la consommation due aux usages

Nous présentons, dans cette section, une méthode permettant d’estimer la part de la
consommation globale due a chaque usage, en utilisant la restauration des états cachés
et le tableau de contingence mettant en correspondance les usages et les états cachés
restaurés. Etant donné une courbe de la consommation électrique journaliere totale
(9t)1<t<144 d’un ménage, éventuellement avec des relevés manquants, on souhaite es-
timer la consommation (gf)1§t§144 due a chaque usage u. Pour ce faire, nous calculons
les résidus (y;); des (log(g:)): par Panalyse de variance. Nous utilisons ensuite le modele
de chaine de Markov cachée estimé pour restaurer les états cachés si** par 'algorithme
de Viterbi. Le tableau de contingence croisant usages et états cachés restaurés permet
ensuite le calcul de la loi conditionnelle des usages sachant 1’état caché le plus probable.
Cette probabilité conditionnelle constitue une estimation de la part de la consommation

globale due a I'usage u. On pose pour tout état j et tout usage u
Nju

K ey

jl ul

La quantité f;, est un estimateur de la probabilité jointe d’étre dans I'état j pour 'usage
u. La loi conditionnelle de I'usage u sachant ’état j est estimée par

fju )
z’:fu’j

Juj =

Enfin, si a I'instant ¢ on a §; = j, alors 'estimateur de la consommation due a l'usage
u est g = fy);9:- La figure 4.7 présente les courbes restaurées par cette méthode, avec,
pour comparaison, la consommation réelle pour chaque usage (rappelons cependant qu’il
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s’agit de consommations bruitées). Les différences importantes entre ces deux derniéres
courbes mettent en évidence l'intérét de prendre en compte des informations extérieures
sur les habitudes de consommation des foyers.
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compte [’absence de certains appareils électriques.

Fic. 4.7 — FEstimation de la consommation due auxr usages sur des données réelles

bruitées.

L’information extérieure la plus facile a prendre en compte est I’absence d’un appareil
électrique dans un logement. Par exemple, dans le cas de la figure 4.7, le logement ne
comporte pas de lave-linge, de seche-linge, de chauffage de I’eau et de chauffage élec-
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triques, ni d’éclairage non halogene. Ceci est pris en compte en imposant que les nj,
soient égaux a 0 pour toutes les valeurs de j et pour les valeurs de u correspondant aux
usages absents. Les estimateurs des probabilités conditionnelles sont alors réactualisés
en conséquence, en utilisant la méme formule que dans la section précédente. Les trois
courbes de la ligne inférieure de la figure 4.7 illustrent 1’effet de la suppression des cinq
usages cités ci-dessus. Il est également possible de supprimer certains usages a des heures
précises de la journée et non plus forcément pour la journée entiére. Ceci ne change pas
le raisonnement précédent, valable pour des instants ¢t quelconques.

Sur la figure 4.7, la part de la consommation due a chaque usage, en particulier
celle du lave-vaisselle, est mieux estimée quand on prend en compte les usages absents.
Cependant, cette méthode d’estimation possede encore les inconvénients suivants : les
grandeurs du tableau de contingence correspondent a des grandeurs de type consomma-
tion instantanée x temps, qui s’expriment en watt heure. Ces watt heures sont répartis
globalement suivant les différents usages, mais c’est la consommation instantanée que
nous cherchons a reconstituer. Par conséquent, I’estimation des usages se fait sur la base
de la consommation moyenne et de maniere proportionnelle a la consommation totale.
Ceci ne prend pas compte le fait que la plupart des appareils qui consomment beaucoup
fonctionnent brievement (seche-linge et lave-linge par exemple). L’estimation par notre
modele de la consommation de ces appareils conduit, au contraire, a des valeurs plus
faibles (due a la répartition proportionnelle de la consommation entre les usages) mais
pendant une durée plus longue que la durée réelle. D’autre part, I’'usage autres appareils
est le plus représenté. De plus, il n’est associé a aucun état spécifique. La part de la
consommation affectée a cet usage est donc toujours élevée (voir par exemple le pic de
la consommation estimée pour cet usage, vers 22 heures, figure 4.7).

Nous avons donc tenté de tenir compte des heures de pointe, de ’ordre de grandeur
relatif de la consommation de chaque appareil et de la saisonnalité des usages, par 1’uti-
lisation d’une courbe type (g¥); de la consommation pour chaque usage. Le choix d’un
poids p, € [0, 1] détermine I'importance donnée a la courbe type par rapport a la courbe
estimée. La consommation a I'instant ¢ due a I'usage u est estimée dans un premier temps
par

gg = pufu|jgt + (1 - pu)g};
si §; = j. Comme on souhaite que la contrainte ) g = g, soit vérifiée, on réaffecte alors

u
la consommation pour chaque usage de maniere proportionnelle, par :

A

G
2. GY

u

A
¢ = G

En réalité, I’application de ce principe ne nous a pas permis d’améliorer 1’estimation.
D’une part, ceci est du a la difficulté d’établir des courbes types pertinentes. D’autre part,
il reste le probleme, évoqué plus haut, lié a ’affectation des watt heures aux différents
usages alors qu’on veut estimer une consommation instantanée. Le probleme de [’esti-
mation de pics de consommation et de leur affectation a un appareil unique, plutot qu’a
un groupe d’appareils, demeure et ne peut étre résolu par la modélisation proposée. Il
parait donc plus réaliste de tenter d’estimer la consommation due a un groupe d’usages
similaires.
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4.7 Sélection de modeles

Sélection du modele d’analyse de variance

Le premier probleme de sélection de modeles rencontré dans cette étude concerne la
détermination du modele d’analyse de variance, pour déterminer les effets controlés qui
ont une influence sur la valeur moyenne de la log-consommation. Les modeles considérés
a priori sont ceux faisant intervenir tout ou partie des facteurs suivants : tarif, puissance
souscrite, motis, jour et heure, ainsi que toutes les interactions d’ordre un entre ces
facteurs. Dans un premier temps, nous avons essayé de baser la sélection sur des tests.
Cette méthode conduit a rejeter systématiquement le modele le moins complexe. Cela est
sans doute dii au nombre élevé de données (une centaine de milliers) qui rend le test tres
puissant, et au fait que ’hypothése Hy est peu réaliste vu les données (voir section 4.4).
Nous avons considéré également le critere BIC, dont 'application aux modéles linéaires
est réalisée dans Kass et Raftery, 1995 [69]. Le critére BIC conduit au méme résultat, ce
qui est lié au fait que la pénalité reste minime par rapport a la log-vraisemblance et par
rapport a sa croissance suivant la complexité du modele.

En réalité, il est suffisant, dans le cadre de cette étude, de disposer d’un modele
grossier mettant en évidence les effets les plus flagrants, vu qu’il s’agit uniquement de
calculer les résidus de I’analyse de variance. Or ceux-ci sont apparus peu sensibles a la
complexification du modele, a partir d’un certain seuil. C’est pourquoi nous nous sommes
contentés de sélectionner le modele offrant un bon rapport entre la déviance expliquée et
le nombre de degrés de liberté. Pour ce faire, nous avons considéré des modeles de plus
en plus complexes jusqu’a ce que I’accroissement de ce rapport devienne inférieur a 0,1%.
Le modele finalement retenu met en jeu les facteurs type de contrat (ou tarif) ¢, mois m,
heure h, puissance p et I'interaction entre tarif et mots. De plus, cette méthode nous a
permis de regrouper les types de tarif “nuit” et “EJP”, qui ont des effets similaires sur
la moyenne de la log-consommation.

Choix du nombre d’états cachés

Dans cette étude, le principal parametre a déterminer pour la sélection d’un modele
de chaine de Markov cachée est son nombre d’états cachés K. L’ensemble des valeurs
possibles pour K est choisi comme suit : la valeur maximale est fixée a douze, ce qui
correspond au nombre d’usages disponibles. On espére pouvoir mettre en correspondance,
de cette maniere, les usages et les états cachés, par la méthode indiquée en section 4.5.3.
La valeur minimale est fixée a sept par les experts d’EDF, au vu de I’histogramme des
résidus (y;); (voir figure 4.4).

Nous envisageons tout d’abord un choix parmi les différents modeles, caractérisés par
une valeur de K entre sept et douze, basé sur des criteres de sélection du chapitre 3.
Les criteres considérés sont BIC, ICL et le demi-échantillonnage. Comme les différentes
courbes sont supposées mutuellement indépendantes, la validation croisée utilise la moitié
des séquences pour ’apprentissage et ’autre moitié pour I’évaluation du modele. Contrai-
rement aux expérimentations du chapitre 3, des séquences entieres sont utilisées (et non
pas des séquences & données supprimées au hasard).
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x10* Sélection de modéles : choix du nombre d'états cachés
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Fi1G. 4.8 — Critéres de choix d’un modéle pour la consommation électrique : BIC, ICL et
validation croisée. La vraisemblance est tracée pour permettre la comparaison avec ces
criteres.

La figure 4.8 représente les courbes pour ces criteéres (la vraisemblance est également
tracée). Ces critéres on un comportement analogue a celui concernant la sélection d’un
modele pour I’analyse de variance, en ce qu’ils choisissent le modele le plus complexe.
Leur croissance est approximativement linéaire par rapport au nombre d’états cachés.
Notons néanmoins le comportement original d’ICL par rapport aux autres criteres, puis-
qu’il pénalise fortement un modele a onze états pour lequel deux états se trouvent étre
pratiquement confondus (méme moyenne, méme variance). Ceci s’explique par le fait
qu’ICL favorise les modeles qui aboutissent a une partition nette des données. D’autre
part, les autres criteres ont une croissance tres similaire a celle de la log-vraisemblance.
En réalité, la pénalité de BIC est négligeable par rapport a la valeur absolue de la log-
vraisemblance et par rapport a sa croissance en fonction de K. De plus, le modele de
Markov caché apparait en définitive comme un modele peu réaliste pour les résidus de
la log-consommation électrique, ce qui explique la sélection de modeles tres complexes
par tous les critéres, d’autant que le nombre de données disponible est considérable (plus
d’une centaine de milliers). Or nos objectifs d’interprétation des états, dont ne tiennent
pas compte les criteres ci-dessus, imposent des modeles plus parcimonieux. C’est pour-
quoi nous avons envisagé une méthode de sélection de modeles permettant de prendre
en compte cet objectif d’interprétation des états cachés par rapport aux usages.

Rappelons que l'interprétation des états cachés se base avant tout sur le tableau de
contingence mettant en relation les usages et les états cachés restaurés. Le modele le plus
facilement interprétable, du point de vue de la mise en relation des usages et des états
cachés, est celui qui maximise I’écart a 'indépendance entre ces deux facteurs. Le tableau
de contingence dépend de la valeur de K : nous calculons la statistique D2 (K) du x? pour
chacune d’entre elles. Cette statistique mesurant 1’écart des données a I'indépendance
vis-a-vis des douze usages et des K états, I'idée est de sélectionner le modele (i.e. la
valeur de K) qui maximise la statistique D2 (K) — aprés normalisation pour ramener
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Khi2 normalise par le nombre de degres de liberte en fonction du modele
20 T T T T T T T T

Khi2

L L L L L L L L L L
1 2 3 4 5 6 7 8 9 10 11 12
Nombre d'etats caches du modele

F1G. 4.9 — La statistique du x?> normalisé en fonction du nombre d’états cachés.

/7 \ 7 ‘DZ K L4
son espérance a la valeur un. La figure 4.9 représente W(_i) en fonction de K, non

seulement pour les valeurs de K entre 7 et 12 mais aussi, pour information, pour des
valeurs comprises entre 1 et 6.
Un autre critere de comparaison est la p-value du test de Hy contre H; avec

H, : indépendance entre les états et les usages
H, : dépendance entre les états et les usages.

En T'occurrence, cette p-value est 1 — Flo» (D?), ot F,» est la fonction de
XT1xk-1) 2~ " X11(k-1)

répartition de la loi du Xi( K-1)- On obtient alors la courbe de la figure 4.10. Le modele
sélectionné est celui minimisant cette p-value.

p-value pour le test du khi2, population ramenee a 300 individus
10 T T T T T T T T

pvalue

1T 2 s 4 5 6 7 s s 10 u w»
Nombre d'etats caches du modele

Fi1c. 4.10 — p-value du test de Hy : indépendance entre les états et les usages contre

H, : dépendance entre ces variables, représenté sur une échelle logarithmique. Le nombre

d’indwvidus du tableau de contingence est ramené a 300.

Les courbes des figures 4.9 et 4.10 sont en accord et conduisent a rejeter les modeles les
plus complexes. Autrement dit, I’augmentation du nombre d’états cachés rend plus diffi-
cile leur interprétation vis-a-vis des usages. Ceci est illustré par les résultats de ’analyse
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factorielle des correspondances pour un modele a dix états cachés (figure 4.11), présentés
a titre de comparaison avec la figure 4.6. Alors que les conclusions énoncées dans la sec-
tion 4.5.3 ne sont pas modifiées, l'interprétation des états est rendue plus difficile par
leur plus grand nombre.

05

~05}

*LV

Fi1G. 4.11 — Représentation des états et des usages dans le premier plan principal de
PAFC [modéle a 10 états cachés]

Nous sommes conduits, en utilisant le critere D2 (K) normalisé ou la p-value du test
d’indépendance, & accepter un modele trivial a deux états cachés, opposant les consom-
mations faibles et les consommations élevées — qui est effectivement le plus facilement
interprétable... Mais ces criteres ne tiennent pas compte de 'adéquation entre le modele
et les données, cependant essentielle pour la validité de I'inférence et de I’analyse des
courbes de consommation électrique a partir du modele. La sélection de modeles ne peut
donc se faire en utilisant ces criteres seuls. Puisque les modeles considérés a priori ont
de sept a douze états cachés, nous avons utilisé le modele le plus simple parmi ceux-ci
afin que l'interprétation des états cachés soit la plus facile possible, soit un modele avec
K=T.

4.8 Discussion et perspectives

Voici un exemple d’application ol les chaines de Markov cachées sont un modele peu
réaliste vu les données disponibles mais qui offre un intérét important, du point de vue
de l'interprétation des états cachés en termes de niveaux de la consommation électrique;
de plus, ces niveaux sont mis en relation avec les usages disponibles par un tableau de
contingence. On en déduit une méthode pour I'estimation des usages.

Sélection de modeles
Ce manque de réalisme des chaines de Markov cachées, ainsi que le nombre considéra-

ble de données, rend impossible la sélection, par les criteres classiques (comme BIC, ICL
et la validation croisée), d’un modele & la fois parcimonieux et interprétable. Clairement,



222

la méthode retenue en définitive pour choisir un modele n’est pas tres satisfaisante : elle
revient a déterminer, de maniere ad hoc, un modele réalisant un bon compromis entre
I’adéquation aux données et 'interprétation. Il serait souhaitable de pouvoir quantifier
ce compromis, ce qui pourrait étre fait par le critere suivant. L’idée qui est en a ’origine
est comparable au principe de l'utilisation de la log-vraisemblance classifiante pour la
sélection de modeles (voir section 3.7).

La méthode s’applique au cas ol I'on dispose d’une partition Z7 = (Z;)1<i<, des
variables aléatoires observées Y = (Y})1<i<n, Ol Z; est donc une covariable discréete a
J modalités. L’équation

I(P(Y =y, Z = 2)) = n(P\(Y = y)) + In(PA(Z = 2|Y = ),

permet alors de voir la probabilité In(P\(Y = y, Z = z)) comme une pénalisation de la
vraisemblance par 'entropie du tenseur de classification floue a priori (Py\(Z = 2|Y =
Y))zez, suivant un principe analogue a celui de 1’équation (3.25) mais ou la partition
considérée est Z plutot que S. La sélection de modeles dans un cadre bayésien se fait a
partir du critere suivant, associé au modele M :

PY =y,Z =zM=M)
_ / P(Y =y, Z = A = A\, M = M)P(A = AlM = M) d).
AM)
Ce critere favorise donc les modeles prenant en compte les covariables z de manieére
pertinente, tout en pénalisant les modeles peu adéquats (qui ont une log-vraisemblance
faible) o donnant lieu & une partition des données par les covariables de grande entropie.

Des approximations analogues a celles de BIC (voir section 3.5), basées sur la méthode
de Laplace, conduisent a sélectionner le modele maximisant le critére suivant :

ImP(Y =y, Z=2A=A\ M=M)) — gln(n)

ou d est la dimension de A et

A= argmixxP(Y =y, Z =z A=A\ M=M).

Ce critere est assez similaire au critere BIC, dont nous rappelons I’expression :

BIC=In(P(Y =y[A= A M =M)) - gln(n).

En pratique, \ est inconnu mais on dispose de \. Sous I’hypothése que Z et A sont
indépendants et que A &~ A, on a alors

mP(Y =y,Z=zA=\ M=M))
~In(P(Y =y A=A M=M))+In(P(Z=2]Y =y, A=\, M =M)).

Nous sommes donc amenés a maximiser le critere

BIC + In(P(Z = z]Y =y,A =\ M = M)).
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Pour une valeur A du parametre, la quantité P(Z = z|]Y = y,A = ;\) est calculée
par A
P(Z=2)P(Y =y|Z=2,A=))

P(Z=2z]Y =y, A=))= —.
SP(Z=%P(Y =y|Z=%2X=))

Cette quantité peut étre approchée comme suit :

W(P(Z=2Y =y, A=)~ In Pz = Zt)IP(Yt = w2 = Zt’.)‘ =4
: ZP(Zt:])P(Y%:yJZt:];)\:/\)
J

D’autre part, les quantités p; = P(Z; = j) doivent étre estimées. Leur estimateur empi-

rique est
5. cand({tlz = 7))

! n

De plus,

PY,=wlZ=j A=) =Y PV, =ylS =k Z =jX=NP(S,=k|Z = j).
k

Or il est naturel de faire I’hypothése que les variables aléatoires observées et les cova-
riables sont indépendantes conditionnellement a ’état caché. Dans ce cas,

PY,=wlZi=jA=XN) =Y PV, =ylSy=kAX=NP(S,=k|Z =j,A=))
k

ou P(Y, = ylS, = k,A = \) = Py (yi) et out P(S; = k|Z, = j) est estimé par les
fréquences empiriques
card({t|z, = 7,8 = k})
card({t|3; = k})
L’application de cette méthode a notre probleme de sélection de modeles passe par
le choix d’une partition a priori des données observées. Des expérimentations se basant
sur une partition a partir des usages sont en cours.

Extensions du modeéle

L’approche présentée dans ce chapitre, consiste, dans un premier temps, a estimer
et supprimer les effets fixes (tarif, mois, puissance, heure) par une analyse de variance
dont les hypotheses ne sont pas vérifiées (non normalité et dépendance des résidus). Puis
les résidus sont modélisés par des chaines de Markov cachées pour prendre en compte,
justement, la dépendance résiduelle (hypothése de Markov sur la chaine cachée) et la
non normalité (hypothése d’une loi de mélange). Ainsi les états cachés visent & modéliser
les tendances non prises en compte par les effets fixes du fait que nous travaillons ortho-
gonalement a ces effets.

D’autres approches pourraient autoriser ’analyse conjointe des effets fixes et des états
cachés en se basant sur des modeles markoviens de changement de régime. Un tel modele
peut par exemple étre défini comme suit :
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— (S¢)¢ est une chaine de Markov cachée;
— conditionnellement & S; = k, log(G;) suit une loi normale N (ty, pcpk; O2), OU par
exemple L, pncpk = @ + B +f + 6F +mp + G5

— sachant {S; = s;}4, les (log(G})): sont conditionnellement indépendants.
Ainsi, les états cachés sont déterminés conjointement par la consommation électrique
globale et par les facteurs controlés. On peut également envisager des modeles ou les
états cachés auraient une signification différente suivant le foyer (effet contr6lé ayant
éventuellement une incidence sur la variance) ou suivant un type de foyer, également
caché. Il s’agirait alors d’un mélange des modeles ci-dessus. Ceux-ci sont plus riches que
celui que nous avons utilisé, mais plus difficiles a estimer de maniere fiable et aussi a
interpréter.
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Chapitre 5

Conclusion générale et perspectives

Bilan

Un objectif de cette these était d’unifier des travaux réalisés sur I’inférence concernant
les arbres de Markov cachés (voir Durand, Gongalves et Guédon, 2002 [46]) et sur la
sélection de chaines de Markov cachées (voir Celeux et Durand, 2002 [22]). Il nous a
donc paru intéressant d’approfondir les liens entre ces modeles graphiques et de voir
comment les techniques développées pour un type de graphe particulier s’appliquent a des
graphes plus généraux. Ces travaux se sont orientés vers le développement de méthodes
permettant d’appliquer ces graphes de Markov cachés a la modélisation stochastique
de phénomenes réels. Elles concernent essentiellement les algorithmes d’inférence et la
sélection de modeles.

L’application des algorithmes génériques existants, comme l’arbre de jonction de
Jensen, Lauritzen et Olesen, 1990 [67], utilisés comme boite noire pour faire du calcul
numérique, se heurte a des problemes de stabilité et d’efficacité. Cet inconvénient est
lié a la difficulté de savoir ce que calculent réellement ces algorithmes, et constitue une
de leur limitation fondamentale. De plus, ils ne permettent pas le calcul analytique de
probabilités ou d’espérances conditionnelles — entre autres — en fonction des parametres,
et ils conduisent a une utilisation peu efficace de la boite noire, au sens ou les cal-
culs effectués sont répétés inutilement lors d’exécutions successives. A ces algorithmes
numériques, nous avons préféré 'utilisation de formules analytiques arriere et avant, qui
se révelent a posteriori plus efficaces et plus stables numériquement. Cela nous a amené
a définir une famille D de modeles de Markov cachés a structure orientée, acyclique et
morale, sans arc entre sommets observés.

La sélection de modeles est un probleme pour lequel existent finalement assez peu de
méthodes génériques, ces dernieres étant de plus mal adaptées ou mal justifiées dans le
contexte des modeles de Markov cachés. De maniere générale, le meilleur critere est celui
qui tient compte de 'utilisation qu’on veut faire du modele, mais dans cette thése orientée
vers les applications, la notion de meilleur modéle approximant la loi des variables ob-
servées nous a paru une base a la fois générale et pertinente. Elle est le fondement des
méthodes basées sur la théorie de I'information. C’est pourquoi nous avons choisi de les
approfondir en nous intéressant tout particulierement a la justification de la validation
croisée et & sa mise en ceuvre. Cependant, d’autres critéres (comme BIC et ICL) ont
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donné également de bons résultats, dans les expérimentations réalisées sur des données
simulées et réelles.

Enfin, il nous a paru utile de montrer les possibilités pratiques des modeles de Mar-
kov cachés en illustrant leur application a des problemes aussi variés que le traitement
du signal par les ondelettes, la fiabilité de logiciels et I'estimation de la consommation
électrique d’appareils ménagers. Nous souhaitons avant tout que ces applications contri-
buent & donner une tournure concrete a ces modeles et qu’elles aident a leur conférer
du sens. Nous espérons également que ceux qui cherchent a les appliquer a leur tour
trouveront ici des pistes pour les aider.

Perspectives

Dans le chapitre dédié a l'inférence, nous avons été amenés a faire des hypotheses
fortes sur la structure des modeles considérés, ce qui permet en contrepartie de développer
des algorithmes génériques et interprétables. Nombreux sont les modeéles couramment
utilisés qui ne respectent pas ces contraintes, le premier étant le modele autorégressif
a changements markoviens, dont la structure est représentée figure 5.1. Il s’agit d’un
modele o1 S est une chaine de Markov inobservée telle que sachant S = s, le processus
Y est autorégressif, ses parametres dépendant de s. Dans le cas d’observations discretes,
les modeles dits M1-Mk, qui étendent le M1-M1 de la figure 5.1 a des chaines de Markov
d’ordre k controlées par une chaine cachée, sont tres utilisés pour la détection de zones
homogenes dans les séquences d’ADN (voir Muri, 1997 [94]).

Sl > Sg """""""""" » Sn

Fi1G. 5.1 — La structure des modéles autorégressifs a changements markoviens.

Un tel modele admet des algorithmes d’inférence proches de ceux des modeles de
Markov cachés de la famille D, ce qui laisse supposer que certains de nos résultats sont
applicables & une famille plus vaste. Notons tout d’abord que les algorithmes d’inférence
dans des modeles & données observées Y; supprimées (voir section 3.4.3), sont peu sus-
ceptibles d’étre applicables a des modeles de Markov cachés admettant des arcs entre
variables aléatoires observées. En effet, il est difficile, dans ce cas, d’intégrer la vraisem-
blance par rapport a y;. D’autre part, la généricité des modeles traités conduit a une
description tres lourde des algorithmes, dés qu’il s’agit d’en expliquer les moindres détails.
Ceci rendrait sans doute difficile la définition d’une classe contenant D et admettant des
algorithmes d’inférence dont les notres seraient un cas particulier.

D’autre part, pour le calcul de probabilités dans les modeles graphiques, ’équivalence
entre la propriété de séparation dans le graphe et I'indépendance conditionnelle n’est pas
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obligatoire. Il suffit que la séparation implique I'indépendance conditionnelle. Ceci re-
vient a ignorer délibérément des relations d’indépendance conditionnelle, ce qui peut
sembler peu souhaitable, d’autant que nous montrons, dans cette these, comment mettre
a profit ces relations pour réaliser le calcul de probabilités de maniere efficace. Mais
cette technique permet de se ramener a des graphes triangulés, par ajouts d’arcs dans la
structure, afin d’assurer l'existence d’un arbre de jonction, comme dans Smyth, Hecker-
man et Jordan, 1997 [110]. Nous montrons figure 5.2 un graphe triangulé obtenu a partir
du modele autorégressif a changements markoviens de la figure 5.1 par ajouts d’arcs a
la structure d’origine afin d’assurer l’existence d’un arbre de jonction 7. Cette tech-

Fi1Gc. 5.2 — Triangulation par ajout d’arcs dans la structure d’un modéle autorégressif a
changements markoviens. Cette opération assure [’existence d’un arbre de jonction T .

nique est en théorie prometteuse, car elle permet le calcul dans des modeles graphiques
quelconques. Cependant, elle se heurte, potentiellement, aux deux problémes suivants :

— la paramétrisation naturelle du modeéle n’est plus reflétée par le graphe sur lequel
se base le calcul de probabilités. Il devient donc plus difficile, dans les récursions
arriére-avant, de faire intervenir de maniere explicite les véritables parametres.
Cependant, pour certaines classes particulieres de modeles, dont celui de la figure
5.1, la prise en compte des parametres naturels semble possible;

— le graphe triangulé qui sert de base aux calculs de probabilités peut admettre des
cliques d’une taille telle que la complexité des calculs soit exponentielle, comme
dans les champs de Markov cachés. Il s’agit de modeles qui ne sont tout simplement
pas compatibles avec des récursions arriére-avant.

En outre, il est intéressant d’essayer d’adapter notre démarche a une famille diffé-
rente de modeles de Markov cachés, définie par d’autres contraintes sur la structure.
L’étude des répercussions de ces contraintes sur les cliques, les sources et les puits du
graphe pourrait permettre de déduire des algorithmes de calcul de probabilités de type
avant-arriere et des méthodes d’estimation des parametres basées sur EM. En effet, les
propriétés sur lesquelles s’appuient nos techniques découlent de I’hypothese de moralité
de la structure, mais cette hypothese n’est siirement pas nécessaire. En particulier, notre
démarche semble pouvoir s’adapter a des graphes vérifiant des propriétés “duales” de
celles caractérisant la famille D : existence d’un unique puits et de sources multiples au
lieu d’une unique source et de multiples puits, existence d’une clique puits au lieu d’une
clique source, etc. Le modele d’arbre de Markov caché orienté vers la racine, obtenu
a partir de 'arbre de Markov caché usuel de la section 1.3 en inversant le sens des
arétes entre états cachés, est un modele d’intérét pour lequel existent des algorithmes
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d’inférence identiques aux nétres (voir Guédon, 2002 [61]). La structure de ce modele est
représentée sur la figure 5.3. Ce modele admet en particulier un algorithme de lissage de
type ascendant-descendant plus simple que celui des arbres de Markov cachés usuels. En
effet, la phase ascendante se déroule dans le sens des arcs, ce qui rend inutile la phase
préliminaire de calcul de la loi marginale des états cachés.

S1

Rocloy:
S5 SG

Sa

St

F1aG. 5.3 — Structure des arbres de Markov cachés orientés vers la racine.

Enfin, concernant la sélection de modeles, la justification usuelle de criteres classiques
(comme BIC ou les tests) est mise en défaut pour le probléeme du choix de I’ordre (nombre
d’états cachés). Ceci tient essentiellement a la non identifiabilité causée par un exces
d’états cachés, qui entraine ’absence de convergence de l’estimateur de maximum de
vraisemblance vers une loi normale de plein rang. Il est donc tentant d’explorer les
méthodes basées sur une reparamétrisation des modeles de Markov cachés pour parer a
ce probleme, ou de considérer des approches différentes pour justifier les criteres usuels,
comme dans Dacunha-Castelle et Gassiat, 1999 [34] ou Gassiat, 2002 [52].

Cependant, la plupart des travaux théoriques réalisés sur les chaines de Markov
cachées reposent sur I’hypothese que la chaine est ergodique, voire stationnaire. En effet,
il est essentiel que tous les états soient visités par la chaine quand la longueur de la
séquence augmente, si ’on veut pouvoir estimer ’ordre de maniére consistante. Or dans
de nombreuses applications d’intérét, comme la reconnaissance de parole (voir Rabiner,
1989 [102]) ou la modélisation en fiabilité de logiciels (voir section 3.8.2), des modeles
ayant des états transitoires et des états absorbants ont une utilité. En modélisation sta-
tistique pour I’épidémiologie, par exemple, les états transitoires peuvent représenter les
différents stades, irréversibles, d’'une maladie. Il faudrait donc développer des méthodes
de sélection de modeles adaptées a ces hypotheses. Ces derniéres ne sont d’ailleurs pas
incompatibles avec le fait que tous les états soient presque-sirement visités au moins
une fois, quand la longueur des séquences tend vers I'infini. Néanmoins, I’estimation du
nombre d’états repose sur ’existence de motifs réguliers dans la matrice de transition.
C’est le cas par exemple des modeles gauche-droite, correspondant a une matrice trian-
gulaire supérieure, voire surdiagonale. Eventuellement, on peut étudier le comportement,
de méthodes de sélection de modeles quand le nombre de réalisations indépendantes d’un
méme modele tend vers l'infini, ce qui est réaliste pour certaines applications.
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Annexe A

Contributions logicielles :
Normixem, Chainxem, Treexem et
Valxem

Présentation des logiciels

Nous avons développé un ensemble de logiciels pour I'identification des modeles de
chaine et d’arbre de Markov cachés. Ces logiciels nécessitent MATLAB et reprennent 1’in-
terface du logiciel Normixem développé par Christophe Biernacki et renommé a présent
MIXMOD!, tout en étendant ses fonctionnalités. Le logiciel Chainxem est dédié & Iidenti-
fication des chaines de Markov cachées, Treexem a celle des arbres binaires de Markov
cachés et Valxem a celle des chaines de Markov cachés a observations manquantes.

Ces logiciels permettent le calcul de probabilités, la restauration des états cachés
et ’estimation des parametres pour les modeles ci-dessus. Il est également possible de
simuler des processus. L’estimation peut se faire par ’algorithme EM, CEM, SEM et EM
a la Gibbs ou suivant toute combinaison séquentielle de ces algorithmes. L’utilisateur a la
possibilité de choisir les lois d’émission parmi les 14 modeles gaussiens de la figure 3.2 ou
la loi exponentielle. Il peut également imposer des contraintes sur la matrice de transition
(matrice de type diagonale par bandes) ou sur la loi de 1’état initial (loi stationnaire).

Remarque A.1 Dans le cas de modéles stationnaires, [’estimation de la matrice de
transition P et de la loi stationnaire m requiert la mazimisation de la fonction @ (définie
par équation (2.5)), utilisée dans l'algorithme EM, sous la contrainte non linéaire P =
m. On ne connait pas, dans ce cas, de formule explicite pour la réestimation. Nous avons
choisi d’estimer P indépendamment de w puis d’estimer m par la solution de I’équation
7P = 7 ce qui conduit a des valeurs sous-optimales de la fonction ). Cependant, vu
Poubli géométrique de la condition initiale m (voir Mevel, 1997 [92]), on s’attend a ce que
influence de m sur la vraisemblance soit négligeable dans le cas d’une chaine ergodique.
1l est possible d’appliquer des méthodes d’optimisation usuelles, disponible par exemple
en MATLAB, pour mazimiser la fonction @), mais il n’est pas certain que ces méthodes,
itératives, soient capables de trouver une solution admissible pour toute valeur initiale

ldisponible & I’adresse http ://www-math.univ-fcomte.fr/MIXMOD/index.htm
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du parametre.

Les logiciels développés reprennent les mémes fonctionnalités que Normixem pour
I’estimation, a savoir :

— choix de la valeur initiale du parametre ou détermination par un ou plusieurs tirages
aléatoires;

— choix de la condition d’arrét : croissance relative de la log-vraisemblance, nombre
d’itérations ou arrét lorsque I'une des deux conditions est satisfaite;

— prise en compte des états connus lorsqu’il y en a;

— estimation des parameétres par la moyenne (éventuellement en supprimant les va-
leurs des premieres itérations) ou par la valeur maximisant la vraisemblance quand
des algorithmes stochastiques sont utilisés.

De plus, plusieurs réalisations indépendantes du modele (éventuellement avec un nombre
de données différent pour chacune) peuvent étre utilisées pour identifier un méme modele.

Exemple d’utilisation

L’exemple suivant illustre 'utilisation du logiciel Chainxem pour la simulation de
deux séquences, de longueur 500 et 600, suivant un modele de chaine de Markov cachée
stationnaire a deux états cachés, de matrice de transition

0,8 0,2
P‘[0,4 0,6]’

de loi stationnaire 7 = [ 0,6667 0,3333 ] , de lois d’émission gaussiennes de moyennes
respectives p; = —3 et uy = 3 et de variances respectives 02 = 1 et 02 = 0, 5.

Les parametres du modele sont alors estimés par 1’algorithme EM a la Gibbs suivi de
I’algorithme EM, en utilisant simultanément les deux séquences simulées.

% simulation d’une chaine de Markov cachee a deux etats
>> model.fam = ’normal’ ;
% lois d’emissions gaussiennes
>> par.A = [ 0.8000 0.2000; 0.4000 0.6000 1] ;
% matrice de transition
>> par.p = [ 0.6667 0.3333] ;
% distribution stationnaire de A
>> par.mu = [-3; 3];
% les deux parametres d’emission : moyenne des lois gaussiennes
> par.S(C :, :,1) = 1;
>> par.S( :, :,2) = 0.5;
% les deux parametres d’emission : variance des lois gaussiennes
>> [x,z] = chainxrnd([500 600], par,model) ;
>> size(x{1})
ans =
500 1
% x{1} est une sequence simulee de longueur 500
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% z{1} est la chaine de Markov correspondante

% estimation des parametres

>> model.k=2;

% nombre d’etats caches du modele

>> model .model="plkI’ ;

% modele stationnaire, gaussien, avec une variance

% dependante de 1’etat cache

>> algo = {’gibbs’,’em’};

% algorithmes utilises : EM a la Gibbs puis EM

>> cvg = ’xmlORmaxit’ ;

% critere d’arret : stabilisation de la log vraisemblance ou
% depassement du nombre maximal d’iterations

>> maxit = 300 ;

% nombre maximal d’iterations pour 1l’algorithme EM a la Gibbs
% puis pour EM

>> parinit.A = ’random’ ;

>> parinit.p ’random’ ;

>> parinit.mu = ’random’ ;

>> parinit.S = ’rand. var.’;

% initialisation aleatoire de 1l’algorithme

>> nbxem = 3;

% nombre de valeurs initiales pour 1’algorithme

>> bestpar = chainxem(’x’,x,’model’,model,’algo’,algo,’cvg’,cvg,. ..
’maxit’,maxit,’nbxem’ ,nbxem,’parinit’,parinit) ;

| xem 1 : [gibbs.9] [em.3]
| xem 2 : [gibbs.100.147] [em.3]
| xem 3 : [gibbs.5] [em.3]
% estimation des parametres par l’algorithme EM a la Gibbs puis EM
% le nombre d’iterations effectuees est indiquee pour chaque execution
% de EM avec un parametre initial different
>> bestpar.A
ans =
0.6173 0.3827
0.1939 0.8061
% estimateur de la matrice de transition
>> bestpar.p
ans =
0.3363 0.6637
% estimateur de la matrice de la loi stationnaire
>> bestpar.mu
ans =
2.9874
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-3.0489
% estimateur des moyennes des parametres d’emission
>> bestpar.S
ans( :, :,1)
0.4586
ans( :, :,2)
0.9289
% estimateur des variances des parametres d’emission
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