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Présentation générale

La grande dimension des bases de données, est devenu une caractéristique de nombreux
domaines de la statistique contemporaine. Nous pouvons rencontrer de telles situations
en génomique, en protéomique, en imagerie biomédicale, en imagerie fonctionnelle par
résonance magnétique (RMN), en classification des tumeurs, en traitement du signal, en
analyse d’image et en finance. Pour ce genre de bases de données, le nombre de variables
peut étre beaucoup plus grand que la taille de 1’échantillon.

En modélisation statistique, il est souvent souhaitable d’avoir une bonne qualité de
prédiction combinée a une représentation parcimonieuse. Comme mentionné dans les exemples
cités ci-dessus, les bases de données modernes sont généralement caractérisées par un grand
nombres de variables explicatives, d’ou la parcimonie est devenue un objectif d'une grande
importance.

Le Lasso (Tibshirani, 1996) a ouvert une nouvelle porte a la sélection de variables en
régression linéaire. En imposant une contrainte sur la norme [; des coefficients, le Lasso
permet de faire de la sélection automatique de variables en estimant certaines composantes
du vecteur de régression par 0.

Bien qu’il ait connu le succes dans de nombreuses situations, le Lasso peut produire des
résultats moins satisfaisante dans certaines situations : (1) le nombre de variables explica-
tives est beaucoup plus grand que le nombre d’observations, (2) les variables explicatives
sont fortement corrélées et forment des ”groupes”.

Dans cette these, nous nous plagons dans le cadre de la régression linéaire. L’objectif
des travaux de cette these est la proposition de méthodes de sélection de variables dans le
cadre des modeles linéaires. Nous traitons ce probleme de deux points de vues : un point
de vue fréquentiel et un point de vue bayésien.

D’un point de vue fréquentiel, nous proposons des techniques de modélisation, qui
produisent des modeles parcimonieux et permettent de résoudre les problemes (1) et (2),
soulignés ci-dessus et dont souffre la méthode Lasso.

D’un point de vue bayésien, nous proposons une approche globale de sélection de va-
riables en régression construite sur les lois a priori g de Zellner dans une approche similaire
mais non identique a celle de Liang et al. (2008).
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Les chapitres peuvent étre lus indépendamment. Les preuves et les calculs techniques
sont reportés des que possible en annexe du chapitre correspondant pour faciliter la lecture
de ce manuscrit.

Chapitre 1 : Revue bibliographique sur la sélection de variables en grande
dimension

Dans ce chapitre, nous passons en revue les principales techniques de régularisation et de
sélection de variables qui ont été proposées ces dernieres années pour la régression linéaire.
D’abord nous rappelons les définitions des techniques et les situations pour lesquelles elles
sont adaptées. Puis, nous discutons les principaux algorithmes disponibles permettant de
retrouver I'ensemble des solutions (chemin de régularisation) pour une grille de valeurs des
parametres de lissage. Nous donnons un intérét spécial a I’algorithme Coordinate Descent,
vu sa simplicité et son adaptation pour plusieurs techniques de régularisation. Ensuite,
une base de données du domaine chimique comportant un nombre de variables plus grand
que la taille de ’échantillon est utilisée pour illustrer les différentes techniques présentées.
Enfin, nous donnons en annexe des codes commentés utilisant des librairies sous le logiciel
R, décrivant les différentes étapes d’estimation des parametres pour les méthodes exposées.

Chapitre 2 : Penalized regression combining the /; norm and a correlation
based penalty

Ce travail a été réalisé sous la supérvision de mon directeur de these Abdallah Mkhadri.
La sélection de variables peut étre difficile, en particulier dans les situations ou un grand
nombre de variables explicatives est disponible, avec la présence possible de corrélations
élevées entre elles, comme le cas des données d’expression génétique par exemple. Dans
ce chapitre, nous proposons une nouvelle méthode de régression linéaire pénalisée, appelée
L, CP, pour estimer les parametres inconnus et sélectionner les variables importantes si-
multanément . De plus, elle encourage un effet de groupe : les variables fortement corrélées
ont tendance a étre toutes incluses ou toutes exclues du modele. La méthode est fondée
sur les moindres carrés pénalisés, ou la pénalité utilisée est une combinaison de la pénalité
l; et de la pénalité CP proposée par Tutz and Ulbricht (2009). Le terme [; de la pénalité
permet de donner un modele parcimonieux, et donc interprétable, tandis que 1'autre partie
de la pénalité contient un terme qui fait un lien explicite entre la force de pénalisation et
la corrélation entre les variables explicatives. La méthode proposée est particulierement
utile lorsque le nombre de variables explicatives est beaucoup plus grand que la taille de
I’échantillon. D'un point de vue algorithmique, nous montrons que I’ensemble des solutions
(chemin de régularisation) peut étre obtenu efficacement en utilisant les algorithmes dispo-
nibles pour le Lasso, en montrant que la méthode proposée est équivalente a un probleme
Lasso sur des données transformées des données de départ. Nous comparons les perfor-
mances de la méthode proposée avec des méthodes concurrentes sur une série d’exemples
simulés et de données réelles.

Chapitre 3 : The adaptive Gril estimator with a diverging number of para-
meters



Ce travail a été réalisé sous la supérvision de mon directeur de these Abdallah Mkhadri.
Dans ce chapitre, nous considérons le probleme d’estimation et de sélection de variable
en grande dimension en régression. Nous supposons que le nombre de variables p est une
fonction divergente de la taille de I’échantillon n (p = p(n) et p — oo lorsque n — o).
Pour de telles situations, nous proposons l’ensemble d’estimateurs Adaptive Generalized
Ridge-Lasso (AdaGril) qui sont une généralisation de 'estimateur Adaptive elastic-net. Les
estimateurs proposés combinent les avantages de 1’ Adaptive Lasso avec l'effet d’un terme
quadratique permettant de résoudre le probleme de la colinéarité qui est une caractéristique
des données de grande dimension. D'un point de vue théorique, nous montrons d’abord
effet de groupement de la méthode AdaCnet (un type d’estimateur AdaGril) dans le cas
particulier de corrélations égales entre toutes les variables. Ensuite, nous montrons que sous
de faibles conditions de régularité, les estimateurs AdaGril possedent la propriété Oracle
au sens de Donoho and Johnstone, 1994; Fan and Li, 2001; Fan and Peng, 2004), assu-
rant par conséquent une performance optimale en grande dimension. Donc, les estimateurs
proposés réalisent deux objectifs importants simultanément : ils permettent de résoudre le
probleme de colinéarité tout en possédant la propriété Oracle. Nous montrons ensuite que
les estimateurs proposés possedent une inégalité de parcimonie (sparsity inequality (SI)),
i.e., inégalité avec un majorant qui est fonction du nombre de composantes non nulles du
vrai coefficient de régression. Cette inégalité est obtenue en imposant une condition du
type RE (Restricted Eigenvalue), similaire a celle demandée pour obtenir une inégalité de
parcimonie pour le Lasso (cf. Bickel et al. (2009)). D’un point de vue pratique, des exemples
simulés pour lequels nous permettons au nombre de variables de dépendre de la taille de
I’échantillon, sont utilisés pour comparer les performances de I’ensemble des estimateurs
proposés avec des méthodes concurrentes.

Chapitre 4 : Regularization in regression : comparing Bayesian and frequentist
methods in a poorly informative situation

Ce travail a été réalisé sous la supérvision de mon directeur de these Gilles Celeux, et en
collaboration avec Jean-Michel Marin et Christian P. Robert. Dans ce chapitre nous trai-
tons le probleme de sélection de variables en régression d’un point de vue bayésien. Nous
proposons une approche globale de sélection bayésienne de variables construite sur des
lois a priori g de Zellner dans une approche similaire mais non identique a celle de Liang
et al. (2008). Nous proposons deux lois a priori g de Zellner qui ne nécessitent aucune
calibration. La premiére est la loi a priori de Jeffery qui n’est pas stable par translation (les
performances sont affectées par I'ajout d’une valeur constante a toute les observations),
tandis que la deuxieme permet de résoudre ce probleme en imposant au moins une variable
dans chaque modele. Avoir des formes explicites des lois marginales est un avantage majeur
de l'utilisation d’une loi a priori g de Zellner. A travers une série d’exemples simulés et
des bases de données réelles, nous comparons les approches de régularisation bayésienne et
fréquentielle dans un contexte peu informatif ou le nombre de variables est presque égal
au nombre d’observations.

Chapitre 5 : Regularization and variable selection using the SF-MCP
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Ce travail a été réalisé sous la supérvision de mon directeur de these Abdallah Mkhadri.
En plus de la limite des performances de la méthode dans les deux situations (1) et (2)
cités dessus, le Lasso produit des estimations avec un biais qui n’est pas négligeable pour
les grandes valeurs du coefficients de régression. Pour résoudre ce probleme de biais, des
alternatives au Lasso sont proposées : la méthode SCAD (Fan and Li, 2001) et la méthode
MCP (Zhang, 2010). En outre, certains types de données peuvent avoir un certain ordre
sur les variables explicatives, ce qui est le cas par exemple en protéomique, ou les variables
sont les longeurs d’ondes de la lumiere. Dans ce chapitre, nous proposons une méthode de
sélection de variables capable de traiter des bases de données, possédant des variables or-
données, tout en réduisant le biais produit lors de ’estimation des coefficients. La méthode
est basée sur les moindres carrés pénalisés, ou la pénalité utilisée est une combinaison de
la pénalité MCP et une pénalité du type I entre les composantes successives du vecteur
de régression. Nous appliquons 'algorithme Coordinate Descent pour retrouver I’ensemble
des solutions de la méthodes proposée pour une grille de valeurs des parametres de lissage.
Des exemples simulés et une base de données réelles sont utilisés pour comparer les perfor-
mances de la méthode proposée avec des méthodes concurrentes.

Le chapitre 3 est un article a paraitre dans Communications in Statistics-Theory and
Methods (Marcel Dekker), le chapitre 4 est a paraitre dans Bayesian Analysis (Revue in-
ternationale de la société savante des Statisticiens Bayesiens, le chapitre 2 est soumis a
Synkhaya B (Revue de la société savante des Statisticiens Indiens). Le chapitre 5 est une
communication aux journées : Applied Stochastic Models and Data Analysis (ASMDA2011,
Rome, Italy, 7 - 10 June 2011).



Chapitre

Revue bibliographique sur la
sélection de variables en grande
dimension

1.1 Introduction

Dans de nombreuses et importantes applications statistiques modernes, le nombre de
variables ou de parametres p est beaucoup plus grand que le nombre d’observations n. En
radiologie ou en imagerie biomédicale par exemple, nous pouvons collecter, pour une image
donnée, un nombre de mesures beaucoup plus petit que le nombre inconnu de pixels. Les
bases de données en grande dimension se posent aussi fréquemment en génomique. L’étude
d’expression génétique est un exemple typique : nous disposons d’'un nombre relativement
faible d’observations (en dizaines), tandis que le nombre total de génes est en milliers.
Donc, dans de nombreux domaines de recherche, les scientifiques doivent travailler avec
des matrices de données avec p variables et n observations ot n << p. Dans ce chapitre,
nous considérons un tel probleme dans le cas des modeles linéaires. Nous voulons estimer
le parametre inconnu 8 € RP du modele linéaire suivant :

y =X03+e¢, (1.1)

ouy € R", est la variable réponse, X = (x1|...|x,) est la matrice des variables explicatives
de dimension n X p, et € € R™ est le vecteur des erreurs stochastiques. Nous pouvons vouloir
estimer 3, soit pour prédire y pour des valeurs futures de X, soit pour examiner la relation
entre la variable réponse y et les variables explicatives X. Pour le premier but, la qualité
de prédiction est importante, tandis que pour le deuxieme but la complexité du modele
est plus importante. Il est connu que, dans ce contexte, la régression des moindres carrés
ordinaire (OLS) ne donne pas de bonnes performances ni en termes de qualité de prédiction,
ni en termes de complexité de modele. Plusieurs méthodes de régression régularisées ont
été développées ces dernieres décennies pour surmonter les défauts de la régression OLS,
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commengant avec la régression Ridge (Hoerl and Kennard, 1970), suivi de la régression
Bridge (Frank and Friedman, 1993), la régression Garotte (Breiman, 1995), la régression
Lasso (Tibshirani, 1996), la régression Scad (Fan and Li, 2001), la régression Elastic-net
(Zou and Hastie, 2005), la régression Dantzig Selector (Candes and Tao, 2007), la régression
Mcp (Zhang, 2010) et plusieurs autres.

La suite de chapitre est organisée de la maniere suivante : dans la Section 1.2, nous
rappelons la définition d'un nombre de méthodes de régularisation. La Section 1.3 donne un
apercgu sur les algorithmes permettant de retrouver les solutions des problemes régularisés
exposés dans la Section 1.2. Une base de données du domaine chimique pour laquelle
n << p est utilisée pour illustrer les méthodes a la Section 1.4. Un code commenté,
utilisant des librairies sous le logiciel R est donné en annexe.

1.2 Meéthodes de régularisation

Dans la suite de ce chapitre, nous supposons que y est centré et que chaque variable
)
explicative x; = (21, ..., Z,;)" est normalisée :

n n 1 n

E y; =0, E zi; =0 et — E x?j =1, pour j=1,...,p. (1.2)
n

i=1 i=1 i=1

1.2.1 La régression Ridge

Pour obtenir une meilleure prédiction, Hoerl and Kennard (1970) ont proposé la régression
Ridge. C’est la solution du probleme pénalisé suivant :

n

2

~ 1 p A p

'HRidge = argmin o Z (yi - Z wij5j> + 5 Z 32, (1.3)
J=1 Jj=1

i=1

ou A est un parametre de lissage. La régression Ridge rétrécit I'estimateur des moindres
carrés ordinaire vers 0. Ce faisant, elle donne un estimateur biaisé, mais avec une variance
plus petite que celle de I'estimateur des moindres carrés ordinaire. La régression Ridge
permet de rétrécir les coefficients, mais elle n’en annule aucun, donc elle ne donne pas des
modeles interprétables.

1.2.2 La régression Lasso (least absolute shrinkage and selection
operator)
La méthode Lasso est certainement la plus populaire des méthodes de régularisation,

elle a été proposée par Tibshirani (1996). Cette méthode minimise la somme des carrés
résiduels en imposant une contrainte sur la norme [; des coefficients. Elle s’écrit sous la
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forme penalisée suivante :

n

p 2 p
B(Lasso) = arg mﬁ%n % Z (yl — me‘@) + A Z |31, (1.4)
ps =1

i=1

ol A est un parametre de lissage. Elle a le double effet de rétrécir les coefficients de 3,
permettant de diminuer le biais a I'instar de la méthode Ridge, mais surtout de faire de la
selection automatique de variables, en annulant certains coefficients de 3, pour des valeurs
suffisamment grandes du parametre .

1.2.3 La régression adaptive Lasso

L’adaptive Lasso a été proposé par Zou (2006). C’est une version pondérée du Lasso
classique. C’est une solution du probleme penalisé suivant :

2
R ' 1 n p p X
BAdaLasso = a8 o, Z (yl - szjﬁj> + /\ij‘ﬁj|> (1.5)
i=1 j=1 j=1
ou w = (w1,...,wp)" est un vecteur de poids donnés par un estimateur initial et A est

un parametre de lissage. Elle résout le probleme de consistance en sélection du Lasso, en
pénalisant différemment les coefficients de 3.

1.2.4 La régression Dantzig Selector

Candes and Tao (2007) ont proposé le Dantzig Selector comme une alternative au Lasso.
C’est la solution du probleme d’optimisation suivant :

min [[5lx sujet & X' (y = XB)lloo < A, (1.6)

ol A > 0 est un parametre de lissage. La contrainte || X (y — X/3)[|ooc < A peut étre vue
comme une relaxation de I’équation normale dans la régression linéaire classique. Ce critere
peut étre écrit sous la forme équivalente :

min X (y = XP)lloe sujet & [l < A. (1.7)

Ici ||.]|oo est la norme I : ||aljoc = maxy—y,, |ag|, pour tout vecteur a = (ai, ..., a,)" € RP.
Sous cette derniere forme le Dantzig Selector ressemble au Lasso, en remplacant la perte
des moindres carrés par la norme [, de son gradient. Mais cette remarque ne veut pas dire

que les deux méthodes produisent les mémes solutions.
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1.2.5 Les régressions Scad et Mcp

Lorsque p est grand et le nombre de variables pertinentes est petit, Fan and Li (2001)
et Zhang (2010) ont remarqué que :

1. Pour écarter les variables parasites, le parametre de lissage A du probleme Lasso doit
étre grand, ce qui provoque un biais dans les variables retenues.

2. La diminution de A\ pour réduire le biais cause I'introduction de beaucoup de variables
parasites.

Pour résoudre ces problemes, Fan and Li (2001) ont proposé I'estimateur Scad, tandis que
Zhang (2010) a proposé I'estimateur Mcp.

1.2.5.1 La régression Scad (smoothly clipped absolute deviation)

Etant donné A > 0 et v > 2, considérons la fonction définie sur [0, 00) par :

At, sit <\
_ 232 .
oy (t) = { DEEEE G A<t < My (1.8)
)‘2(72—1) it /\
5-1) sit >y

Soit le critere pénalisé :

N(B,\,7) = %Z <Z/7: - Z%@) +> o (15]). (1.9)

=1 7j=1 =

L’estimateur Scad est défini par :
Bscad :argmgnN(B,)\,fy)_ (1.10)

Il consiste donc a remplacer la pénalité I, dans le Lasso par la pénalité (1.8). Pour avoir
une idée du fonctionnement de cette pénalité, il est intéressant de considérer sa dérivée :

A, sit <\
() =9 25, sia<t<ly (1.11)
0, si t >y
Cette pénalité permet de :

1. Pénaliser plus séverement que le Lasso les petits coefficients, conduisant a des modeles
plus parcimonieux.

2. Pénaliser moins les grands coefficients, ce qui réduit leur biais.
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1.2.5.2 La régression Mcp (minimax concave penalty)
Pour A > 1 et v > 1, considérons la fonction définie sur [0, c0) par :

)\t—%, si t <A,

t) = 2 1.12
pAW( ) { %7)\2, sit >\ ( )

Soit le critere pénalisé :
1 n p 2 p
M(B, A7) = o~ (yz - Z%‘@') +> (18D (1.13)
i=1 j=1 j=1

L’estimateur Mcp est défini par :
BMcp = arg mgn M(B, A\, 7). (1.14)

Il consiste donc a remplacer la pénalité I; dans le Lasso par la pénalité (1.12), qui a pour
dérivée :

, — L sit<
{)\ LSt <A, (1.15)

t) =
Paq(t) 0, si t > YA
La pénalité Mcp commence en appliquant le méme taux de pénalisation que le Lasso, mais

elle le relaxe d’'une maniere continue, jusqu'a ce que t > YA, ou le taux de pénalisation
devient nul.

1.2.6 Meéthodes de régularisation pour des données corrélées
1.2.6.1 La régression Flastic-net

Zou and Hastie (2005) ont constaté que le Lasso posséde d’autres limitations :

1. Le nombre de variables sélectionnées par le Lasso est limité par la taille de I’échantillon,
donc ce nombre ne peut pas dépasser n.

2. Le Lasso a tendance a sélectionner une seule variable parmi un groupe de variables
tres corrélées.

3. Les performances de prédiction du Lasso ne sont pas aussi bonnes que la régression
Ridge §’il existe une forte corrélation entre les variables explicatives.

Pour résoudre ces 3 problemes, Zou and Hastie (2005) ont proposé [’elastic-net. Cette
méthode combine les deux pénalités [y et [5. C’est la solution du probleme pénalisé suivant :

ﬁEnet—argmm—Z@ Zw) +A<a2|ﬁj|+§<1—a>zﬁ;), (1.16)
=1 =1

ou A > 0 et a € [0,1] sont deux parametres de lissage. Avec un bon équilibre des deux
pénalités, [’elastic-net parvient a combiner les points forts du Lasso et du Ridge, tout en
minimisant leurs inconvénients. Notons que les régressions Ridge et Lasso, sont deux cas
particuliers de ’estimateur elastic-net correspondants respectivement a o = 0 et a = 1.
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1.2.6.2 La régression Weighted fusion

Par les mémes arguments qui ont motivé [’Elastic-net, Daye and Jeng (2009) ont proposé
la méthode Weighted fusion :

Bwiusion = argmmi2<yz Z%@) +AZ|@|+“ ZZ% = si3)°,

j 1 5>
(1.17)
deil™ = — xtx: est la corrélation empirique entre les variables x; et x;
1—|psij]° pz] - 7] piriq ) 79
s;; = sign(p;;) le signe de p;; et A > 0, p > 0, v > 0 sont des parametres de lissage. Les

auteurs montrent que ce critere s’écrit sous la forme suivante :

avee wi; =

R 1 p
BWtusion = argmén—z ( waﬁ]> +)‘Z 16; + 1B'QB, (1.18)
j=1
ou
Zk# Wik  —S12W12 s —S1pW1p
px Q= _51.2w12 Zk;ﬁQ Wak e . (1.19)

—Sp—1,pWp—1,p
—S1pWip T —Sp—1,pWp—-1,p Zk;;ép Wpk

A noter que Q est symétrique et semi-définie positive. Soit R sa décomposition de
Cholesky :

Q =R'R. (1.20)

Cette remarque sera tres utile pour décrire I’algorithme calculant Bqusion'

1.2.7 Meéthodes de régularisation pour des données ordonnées
1.2.7.1 La régression Fused Lasso

Tibshirani et al. (2005) ont propsé le Fused Lasso. Cette méthode est utile lorsqu’il y a
une structure d’ordre entre les variables. Elle s’écrit sous la forme pénalisée suivante :

2 p p
ﬁFLasso = arg mm i Z (yl waﬁj> +A Z 16;] + MZ 18; = Bj-al- (1.2
j=1 =2

La premiere pénalité encourage la parcimonie des coefficients, tandis que la deuxieme
pénalité encourage la parcimonie de leurs différences. Le critere (1.21) conduit & un probléeme
de programmation quadratique. Lorsque le nombre de variables p est grand, le probleme
devient difficile a résoudre.
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1.2.7.2 La régression Smooth Lasso

Cette méthode a été proposée par Hebiri and van De Geer (2010) pour les situations
ou les coefficients de régression successifs varient lentement ou bien lorsque les variables
sont ordonnées. C’est la solution au probleme pénalisé suivant :

BSLasso = arg mm o Z (yz waﬁg> + /\Z 1851 + MZ — Bi—1)°. (1.22)

De la méme maniere que Weighted fusion, ce critere s’écrit sous la forme :

. 1 p
'BSLasso arg mm 9 Z <yl Z "Ewﬁj) + A Z |5J| + /"LIBtR‘tR/B’ (1.23)

j=1
ou
0 0 0 0
-1 0 .
R=]0 1 -1 . 0 |- (1.24)
. .
0 0o 1 -1

1.3 Chemin de régularisation

Les statisticiens sont intéressés par I'obtention d’'un estimateur B pour une grille de
valeurs de )\, allant d’une valeur maximale A, pour laquelle tous les coefficients pénalisés
sont nuls, jusqu’a A\ = 0 ou une valeur minimale A.;, pour laquelle le modele devient
trop grand ou cesse d’étre identifiable. Nous parlons donc de chemin de régularisation
{B(N) Frmin <2<

En 2001, I'algorithme LARS (Efron et al., 2004) a fourni un moyen pour calculer effica-
cement le chemin de régularisation du Lasso avec un cotit de calcul des moindres carrés or-
dinaires. De 2001 jusqu’a présent, d’autres algorithmes de calcul de chemin de régularisation
ont apparu pour une variété de problemes similaires au Lasso : Grouped lasso (Yuan and
Lin, 2006), support-vector machine (Hastie et al., 2004), elastic net (Zou and Hastie, 2005),
quantile regression (Li and Zhu, 2008), logistic regression and glms (Park and Hastie, 2007),
Dantzig selector (James et al., 2009). Cependant, beaucoup d’algorithmes parmi eux ne
possédent pas la propriété de la linéarité par morceaux de I'algorithme LARS, ce qui peut
poser un certain nombre de problemes de calcul.

Derniérement, un grand intérét a été donné a l’algorithme Coordinate Descent : (She-
vade and Keerthi, 2003; Krishnapuram et al., 2005; Genkin et al., 2007; Friedman et al.,
2007; Wu and Lange, 2008; Meier et al., 2008). Cet algorithme consiste & optimiser chaque
parametre séparément, tout en fixant les autres, et répéter la procédure jusqu’a conver-
gence.
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Pour sa simplicité et son adaptation a différentes techniques de régularisation, cet algo-
rithme est devenu trés compétitif avec le célebre LARS. Pour ces raisons, nous allons nous
concentrer dans ce chapitre sur cet algorithme pour retrouver les chemins de régularisation.
Pour cela, nous aurons besoin de la fonction appelée le seuil doux (soft threshold) (Donoho
and Johnstone, 1994) définie pour A > 0 par :

S(t,\) = sign(t)(|t] — A)* (1.25)
BN, sit>\
=< 0, si[t] < A, (1.26)

B%—A, sit < —A.

1.3.1 Coordinate Descent pour le Lasso

Cet algorithme a été proposé par Friedman et al. (2007). Considérons le probleme de
régression linéaire simple d’une variable réponse y = (y1, ..., ¥,)" sur une variable explicative
normalisée x = (z1,...,2,)". Notons z l'estimateur des moindres carrées ordinaires de f.
Alors z est solution de :

—x'y +x'xz = 0. (1.27)

Utilisant le fait que x‘x = n, nous avons :
Ly (1.28)
o !

D’une autre part, le probleme Lasso posséde une solution analytique simple. C’est un seuil
doux (soft threshold) de 'estimateur des moindres carrés ordinaire (1.28) :

B(Lasso) = S(z, \) = sign(z)(|z] — \)*. (1.29)
En effet, dans ce cas I'estimateur B(Lasso) est le minimiseur de la fonction objectif :

n

9B) = =5 (g —a) + N

2n 4
=1

= %Zy? — %ﬁZmzyz + %ﬁ2zx? + /\|5|
=1 i=1 =1

_ 1 - 2 1 2
= Qn;yi 2B+ 50+ A8l
(1.30)

La minimisation de (1.30) est équivalente & la minimisation de :

FB) = —=B+ 567+ Algl.
(1.31)
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Si z > 0, alors nous devons avoir > 0, car sinon nous pourrions prendre son opposé et
obtenir une valeur inférieure pour la fonction objectif f. De méme, si z < 0, alors nous
devons choisir g < 0.

Cas 1 : Si z > 0. Puisque § > 0,

FB) = —20+ 58+ 0,

en différenciant par rapport a 3, et en mettons 1’égalité a 0, nous obtenons 3 = z — X et
cela n’est possible que si le terme de droite est positif, alors dans ce cas, la solution est :

B(Lasso) = (z — A)* = sign(2)(|z] — A)™.

Cas 2 : Si z < 0. Ceci implique que nous devons avoir # < 0, et ainsi

FB) = —=B+ 35— 5,

La différenciation par rapport a ( et a la mise de ’égalité a zéro, nous donnent

B(Lasso) = z + A = sign(2)(|z| — A).
Mais, encore une fois, pour s’assurer que cela est possible, nous devons avoir 3 < 0, ce qui
est réalisé en prenant

ﬁ(Lasso) = sign(z)(]z| = A\)".

Dans les deux cas, on obtient la forme désirée (1.29).

Dans le cas ou p > 2, I'idée de 'algorithme Coordinate Descent est de fixer le parametre
de lissage A du Lagrangien (1.4) et d’optimiser un seul parametre a chaque fois, en gardant
tous les autres fixes a leurs valeurs courantes.

Soit B,(Cm) I’estimateur courant de @, pour la valeur A du parametre de lissage. Pour
isoler 3;, le critere (1.4) peut étre écrit sous la forme :

n

2
~{m 1 ~\{m ~{m
18™.8)=5->" (yi =Yz, )—xijﬁj> A IBHABL (132)

ki ki

Ceci peut étre vu comme un probleme Lasso univarié, dans lequel le vecteur des résidus
partiels T;; = y; — ?QZQ ) = Yi— > ” xzkﬁ,(gm) est la variable réponse. Ce probleme possede

donc une solution explicite, et ceci permet d’avoir la mise a jour suivante :

~ (m+1) 1 z ~
' S = s A 1.33
B; (n ;:1: LijTij ) ( )

Le premier argument de S(.) est le coefficient des moindres carrés simple de la régression
du vecteur des résidus partiels sur la variable normalisée x;.
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Algorithme 1. Etant donné la valeur courante B(m) a l'itération m pour m = 0,1, ...,
'algorithme pour déterminer 3(Lasso) est le suivant :

i) Calcul du vecteur des résidus partiels :

== > B i =1, .n. (1.34)
oy

ii) Calcul du coefficient des moindres carrés simple de la régression du vecteur (1.34) sur
variable explicative normalisée x; :

- 1 - ~ 1 " ~ ~(m 1 . n(m
Zj = E Tigliy = E Tij(yi — §i + 951353( )) i E LTy + 5]( g (1.35)
i=1 i=1 i=1

n -

oy =y, xijﬁj(m) est I'estimation courante de l'observation y; et r; = y; — y; est
le résidu courant.
~ (m+1)

iii) Mise a jour de 3, par :

BV 855, 0) = sign(3)(15] — M) (1.36)

1.3.2 Coordinate Descent pour L’adaptive Lasso

Zou (2006) a montré que l'adaptive Lasso peut étre vu comme un probleme Lasso, en
transformant les données originales. Donc, il est possible d’utiliser I'algorithme Coordinate
Descent pour retrouver ﬂAdaLaSSO‘

Algorithme 2. L’algorithme pour retrouver B AdaLasso €St le suivant :
1. Construire la nouvelle matrice des variables explicatives X** = (x}*|...[x;"), avec x}* =
x;/w; pour j =1,...,p.

2. Pour tout A, résoudre le probleme Lasso suivant en utilisant I’Algorithme 1 :
- 1 - i -
B7 =argming 3 (=D _aiih; ) +AD 1A
i=1 j=1 j=1
3. L'estimateur B A qaT,ass0 €St donnée par : Ba qalasso = (B1 /@1, -, B, J@p)t.

1.3.3 Dantzig Selector

Pour tout A donné, le critere d’optimisation du Sélecteur Dantzig (1.6) peut-étre résolu
en utilisant une procédure de programmation linéaire standard ; d’ou le nom du Dantzig
Selector, en I’honneur de George Dantzig, I'inventeur de la méthode du simplexe pour la
programmation linéaire. James et al. (2009) ont proposé ’algorithme Dasso qui permet de
construire un chemin de régularisation linéaire par morceaux par le biais d’un algorithme
du type simplex séquentiel.
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1.3.4 Coordinate Descent pour Scad et Mcp
Ces deux algorithmes ont été proposées par Breheny and Huang (2011).

1.3.4.1 Coordinate Descent pour Scad

Dans le cas unidimensionnel, ’estimateur Scad a la forme explicite suivante :

S(z M), si[2] < 24,
A SN (3—1 :
Bsead = Fsead(z: A7) = SEP si 2 < 2 <, (1.37)
z, si|z] > A,
ou z et S sont donnés par (1.28) et (1.25) respectivement. Soit. B(m) la valeur courante de
BGcaq @ litération m pour m = 0,1, .... Donc la mise jour de Bg.,q est donnée par :
~(m+1) ~
/6] (_fS(jad(Zjv/\afy%

ou Z; est calculé comme dans (1.35).

1.3.4.2 Coordinate Descent pour Mcp

Considérons le probleme Mcp unidimensionnel. I'estimateur Mcp a la forme explicite
suivante :

Mep = IMept= 7 z, si|z] > A, '

ou z est donné par (1.28) et S est donnée par (1.25). Comme pour le Lasso, cette solu-

tion unidimensionnelle est employée par ’algorithme Coordinate Descent pour obtenir la

prochaine mise a jour de la procédure de minimisation de la fonction objective. Soit B(m)

la valeur courante de ﬁMcp a l'itération m pour m = 0,1, .... La mise a jour de chaque

coordonnée de BMcp est donnée par :

~(m+1

) -
/6]‘ <_fMCp(Zj7)\?7)7

ol Z; est calculé comme dans (1.35).

1.3.4.3 Convergence

Comme les fonctions Scad et Mcp ne sont pas convexes, alors il n’est pas garanti que
lalgorithme de Coordinate Descent converge vers un minimum global. Cependant, il est
possible pour les fonctions objectif (1.9) et (1.13) d’étre convexes par rapport a la variable
B. En particulier, si ¢, désigne la plus petite valeur propre de n~'X‘X, Zhang (2011) a
montré que le critere (1.13) est convexe en B si v > 1/c,, tandis que le critere (1.9) est
convexe en (3 si v > 1+ 1/c,. Dans ce cas l'algorithme Coordinate Descent converge vers
le minimum global de la fonction objectif.
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1.3.5 Coordinate Descent pour FElastic-net

Pour l'estimateur Elastic-Net la mise a jour a I’étape (m + 1) est donnée par :

B m+1) S(gj, )\Oé)
17 Ml —a)

Cet algorithme a été proposé par van der Kooij (2007).

1.3.6 Coordinate Descent pour Weighted Fusion et SLasso

L’algorithme permettant de retrouver les estimateurs Bqusion et BSLasso est basé
sur la remarque intéressante suivante :

1 P
ﬁqusmn’ ﬁSLasso € arg mm o Z <yz Z :L’”ﬁ]) + A Z 16| + 1B R'RB, (1.39)
=1

ou R est donnée par (1.20) pour Bqusion et par (1.24) pour BSL&SSO'

En introduisant une augmentation des données de départ, les criteres Weighted Fusion
et SLasso peuvent étre reformulés en un probleme Lasso. Soient X** et y**, la nouvelle
matrice des variables explicatives et la nouvelle variable réponse respectivement :

(n+p)xp = ( \/ER ) ) y(n+p) = ( 0 ) ) (140)

alors, il est facile de montrer que :

2 p
Bqusmn’ ﬁSLasso € arg mm Z ( Z T} ) + A Z 1351
=1

Ceci permet donc de retrouver les estimateurs Byfusion €6 BSLasso Par I'intermédiaire
des algorithmes efficaces disponibles pour le Lasso. Pour retrouver ces deux estimateurs,
la procédure est resumée comme suit :

1. Pour p fixé, construire la nouvelle matrice des variables explicatives et la nouvelle va-
riable réponse (1.40).

2. Pour tout A, résoudre le probleme Lasso :

n 2 p
B**Zal“gmﬁin%zl< Zl’ 53) +>\Zl|5j|-
i= j=
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1.4 Application des méthodes décrites sur la base de
données PAC

1.4.1 Description des données

Les données décrivent des indices de rétention GC (chromatographie en phase gazeuse)
pour des composés aromatiques polycycliques, modélisés par des descripteurs moléculaires.
Un ensemble de n = 209 composés aromatiques polycycliques (PAC) et p = 467 descrip-
teurs moléculaires ont été utilisés dans cet exemple. Nous sommes donc dans une situation
ou p >> n. Dans cette partie, nous nous concentrons sur la démonstration de I'utilisation
des méthodes de régularisation présentées dans ce chapitre sur cette base de données en
utilisant des librairies R.

1.4.2 Sélection des parametres de lissage

Tous les algorithmes présentés dans ce chapitre donnent un ensemble de solutions
{3(9)} pour une grille de valeurs du parametre 6 (0 = X\, 0 = (A, p)oud = (A, u,7)),
laissant a 1'utilisateur de choisir une solution particuliere B(é) Une approche générale
consiste a utiliser I'erreur de prédiction pour faire ce choix. Si I'utilisateur est riche en
données, il peut réserver un pourcentage (un tiers par exemple) de la base de données a cet
effet. Il faut donc évaluer les performances de prévision pour chaque valeur 6, et choisir le
modele avec les meilleures performances. Alternativement, 1'utilisateur peut utiliser la va-
lidation croisée pour choisir son modele final. Dans ce qui suit nous donnons la description
de la 10-fold :

Notons par E la base de données complete, et pour v = 1, ..., 10, notons par E - E” et
E" les échantillons d’apprentissage et test respectivement. Pour tout # et v, nous cherchons
I’estimateur B(”)(G) de 3 en utilisant 1’échantillon d’apprentissage. Construisons le critere
de validation croisée défini par :

MSEr(0) = Y S {u-xi0@))

v (yk 7xk)EEU

L’estimateur § de 6 par validation croisée est celui qui minimise MSEcy(6).

1.4.3 Performances des méthodes sur la base de données PAC

Lasso Dans le présent document, toutes les méthodes suivent 'approche de Friedman
et al. (2010) qui donne les solutions pour une grille de 100 valeurs pour A qui sont equi-
espacées sur 1’échelle logarithmique. La Figure 1.1 donne le chemin de régularisation du
Lasso, ainsi que 'erreur de validation croisée calculée par du 10-fold. Pour la base de
données PAC, la valeur optimale du parametre de lissage est A= 0.91, correspondant a une
erreur MSE¢y = 66.34. L’estimateur 3 (Lasso) est I'intersection du chemin de régularisation
(courbe gauche de la Figure 1.1) avec la ligne verticale d’abscisse A = 0.91. Pour cet exemple
le Lasso produit 44 variables non nulles.
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